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Resumen: 

 

La contaminación del aire se ha convertido en uno de los principales problemas 

ambientales a nivel mundial debido a su afección tanto en el medio ambiente como en la 

salud en general. Los gobiernos tanto nacionales como internacionales han implementado 

esfuerzos para medir y controlar las emisiones de contaminantes al aire proveniente de 

fuente antrópicas instalando redes de monitorización atmosférica. Sin embargo, no todas 

las ciudades y países cuentan con estas herramientas de monitoreo.  Por ello, el uso de 

las imágenes satelitales ha ido tomando fuerza en los últimos años ya que nos permite 

obtener información satelital de áreas que no cuentan con monitoreo terrestre y poder 

utilizar estos datos para fines de control, prevención e investigación. Por medio de dicha 

información podemos realizar análisis y modelado de las emisiones y comportamiento de 

los contaminantes atmosféricos. 

Debido a la necesidad de poder prevenir a la sociedad y tomar medidas preventivas de las 

emisiones de contaminantes atmosféricos, la comunidad científica en los últimos años ha 

propuesto diferentes modelos matemáticos y modelos de aprendizaje no supervisado que 

permitan predecir las emisiones de los contaminantes atmosféricos. Para ello, es necesario 

tomar en cuenta las variables externas que afectan al comportamiento de los 

contaminantes dependiendo de la zona de estudio, ya que la ubicación geográfica, la 

topografía, y condiciones meteorológicas influyen directa o indirectamente en este 

comportamiento, por esta razón generalmente los investigadores diseñan modelos para 

regiones específicas. No existe un método para establecer qué variables meteorológicas 

deben ser usadas en la predicción de los contaminantes, los antecedentes a usar son los 

estudios previos realizados, observando los resultados obtenidos para saber las influencias 

de estas variables en el comportamiento de los contaminantes. 

El presente trabajo propone dos modelos de predicción de la concentración de NO2 y SO2 

para las tres ciudades más importantes del Ecuador Tomando como base la información 

de imágenes satelitales Sentinel-5P, Giovanni NASA y ERA 5. El primer modelo propuesto 

utiliza redes Neuronales Recurrentes utilizando el número de retrasos o variables ficticias 

creadas que se utilizan para encontrar relaciones entre la concentración y las variables 

meteorológicas, las cuales proporcionan información a la red neuronal para realizar la 
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predicción. Se propuso predecir la contaminación atmosférica hasta 5 días hacia adelante 

con el uso de diferentes estructuras buscando la mejor para el pronóstico. El segundo 

modelo propuesto utiliza el método de Random Forest teniendo en cuenta dos 

características importantes, la profundidad máxima de cada árbol y el número mínimo de 

muestras para considerarse Nodos Hoja. Estas dos características nos dan dos 

perspectivas acerca de los bosques aleatorios buscando el mejor modelo de predicción.  

Se puede decir que la predicción a través del algoritmo de Regresión de Random Forest 

fue el que mejor rendimiento R2=0,98 mostró y las métricas de error MAPE, RMSE y PBIAS 

fueron más bajas en este método con valores de 7, 3,67, 0,68, respectivamente, haciendo 

énfasis en los distintos conjuntos de datos, la predicción para la ciudad de Cuenca fue la 

mejor seguida de la ciudad de Guayaquil que supera ligeramente a las predicciones de 

Quito. Esto demuestra que la predicción de la calidad del aire es efectiva mostrando 

resultados satisfactorios y abriendo puertas a nuevas investigaciones con la finalidad de 

poder prever las medidas de concentraciones de gases contaminantes al aire y así poder 

tomar decisiones preventivas tanto para la salud como el medio ambiente. 
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Abstract: 

 

Air pollution has become one of the main environmental problems worldwide due to its 

effects on both the environment and health in general. Both national and international 

governments have implemented efforts to measure and control air pollutant emissions from 

anthropogenic sources by installing atmospheric monitoring networks. However, not all 

cities and countries have these monitoring tools. For this reason, the use of satellite images 

has been gaining strength in recent years as it allows us to obtain satellite information from 

areas that do not have terrestrial monitoring and to be able to use this data for control, 

prevention and research purposes. Through this information we can perform analysis and 

modeling of emissions and behavior of atmospheric pollutants. 

Due to the need to be able to prevent society and take preventive measures regarding the 

emissions of atmospheric pollutants, the scientific community in recent years has proposed 

different mathematical models and unsupervised learning models that allow predicting the 

emissions of atmospheric pollutants. For them it is necessary to take into account the 

external variables that affect the behavior of pollutants depending on the study area, since 

the geographical location, topography, and meteorological conditions directly or indirectly 

influence this behavior, for this reason researchers generally design models for specific 

regions. There is no method to establish which meteorological variables should be used in 

the prediction of pollutants, the background to be used are the previous studies carried out, 

observing the results obtained to know the influences of these variables on the behavior of 

pollutants. 

The present work proposes two prediction models for the concentration of NO2 and SO2 for 

the three most important cities of Ecuador, based on information from Sentinel-5P, Giovanni 

NASA and ERA 5 satellite images. The first proposed model uses Recurrent Neural 

Networks using the number of lags or dummy variables created that are used to find 

relationships between concentration and meteorological variables, which provide 

information to the neural network to make the prediction. It was proposed to predict air 

pollution up to 5 days ahead with the use of different structures looking for the best one for 

the forecast. The second proposed model uses the Random Forest method taking into 

account two important characteristics, the maximum depth of each tree and the minimum 

number of samples to be considered Leaf Nodes. These two features give us two 
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perspectives about random forests looking for the best prediction model. It can be said that 

the prediction through the Random Forest Regression algorithm was the one that showed 

the best performance R2=0.98 and the error metrics MAPE, RMSE and PBIAS were lower 

in this method with values of 7, 3.67, 0.68, respectively. , emphasizing the different data 

sets, the prediction for the city of Cuenca was the best, followed by the city of Guayaquil, 

which slightly exceeds the predictions for Quito. This shows that the prediction of air quality 

is effective, showing satisfactory results and opening doors to new research in order to be 

able to anticipate the measurements of concentrations of polluting gases in the air and thus 

be able to make preventive decisions for both health and the environment. 
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1. INTRODUCCIÓN 

 

La contaminación del aire se remonta a cuando el hombre descubrió el fuego, sin embargo, 

la contaminación provocada por éste fue mucho menor a la causada por fuentes naturales. 

A través de los años, el hombre se desarrolló en comunidades permanentes dando paso 

al desarrollo agrario y posteriormente a procesos industriales altamente avanzados 

provocando efectos adversos en el ambiente y la salud (Michél et al., 2013). Ante esta 

problemática el año 1972 se celebró en Estocolmo la Primera Conferencia sobre el 

Ambiente Humano de la Organización de las Naciones Unidas donde se persuadió a 

muchos países a desarrollar la legislación necesaria con la finalidad de limitar las emisiones 

de contaminantes químicos tóxicos al ambiente, del mismo modo que se implementen 

nuevas tecnologías y políticas con la misma finalidad, que dio como resultado la reducción 

de problemas ambientales de contaminación industrial (Romero et al., 2006).  

En las últimas décadas, la contaminación atmosférica ha sido uno de los temas de 

investigación más importantes en distintos estudios ambientales que tiene un alcance a 

nivel regional y Global (Ramírez 2017), esto se debe en gran medida al rápido y 

desordenado crecimiento urbano, a la industrialización y a la combustión (Lacasaña-

Navarro et al. 1999). Según World Health Organization WHO (2011) alrededor del 99 % de 

la población mundial respira aire que supera los límites permisibles, destacando que los 

países de bajos y medianos ingresos sufren las exposiciones más elevadas causando 

afecciones a la salud como enfermedades respiratorias y cardiacas.  

Las consecuencias por la contaminación ambiental son muchas, entre las más importantes 

se conoce como efecto invernadero el cual es provocado por gases en la atmósfera que 

provoca un calentamiento adicional de la temperatura de la tierra y la destrucción de la 

capa de ozono, la cual tiene una función muy importante que es la absorción de la radiación 

ultravioleta procedente del espacio exterior lo que permite la vida en la tierra (Martínez y 

Díaz de Mera, 2004).  

Los gases emitidos al aire son llevados a la tropósfera que es la capa más próxima a la 

tierra en donde se da lugar a la mayor parte de procesos de oxidación de las sustancias 

presentes. Esta oxidación se produce por la presencia de óxido de nitrógeno y radiación 

solar que da como resultado el ozono. Entre las partículas emitidas al aire que causan 
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preocupación son el monóxido de carbono (CO), dióxido de nitrógeno (NO2) y dióxido de 

azufre (SO2) (Martínez, 2021). 

Las grandes ciudades en particular son grandes emisoras antropogénicas, sin embargo, a 

pesar de los estudios que cuantifican y comprenden estas emisiones en zonas urbanas 

carecen de un análisis de alta resolución (Kort et al., 2012).  Existen tres métodos para la 

estimación y análisis de los contaminantes atmosféricos como son los monitoreos 

terrestres, estimación de datos mediante satélites y modelos atmosféricos (Marlier et al., 

2016).   

Con el desarrollo tecnológico, las nuevas plataformas digitales y el lanzamiento de nuevos 

satélites de teledetección de alta resolución, las observaciones de emisiones de 

contaminantes atmosféricos se han utilizado cada vez más para el monitoreo de la 

atmósfera debido a la ventaja que brindan un muestreo espacial continuo con cobertura 

global, incluso observando áreas donde las estaciones de monitoreo terrestres tiene poca 

o ninguna cobertura que ayude a monitorear las emisiones con suficiente precisión (Park 

et al. 2021).  

Tal es el caso que en 13 de octubre del 2017 fue puesto en marcha la misión Copernicus 

Sentinel-5 Precursor dedicada a monitorear la atmósfera, esta misión consiste en un 

satélite que lleva el instrumento Tropospheric Monitoring Instrument (TROPOMI) el cual es 

un espectrómetro de rejilla a bordo del satélite Sentinel-5 Precursor (S5P) que mide las 

trazas de gases atmosféricos diarios. Entre ellos Monóxido de carbono (CO), Dióxido de 

Azufre (SO2), Dióxido de Nitrógeno (NO2), Ozono (O3) y Formaldehído (HCHO) (Agencia 

Espacial Europea [ESA], 2022). 

De la misma manera, el análisis de imágenes satelitales nos permite obtener datos 

meteorológicos mensuales y horarios de un gran número de variables atmosféricas 

oceánicas y terrestres (ECMWF, 2022). El centro de Servicios de Información y Datos de 

la Ciencia de la Tierra Goddard de la NASA a través de un sistema de gestión de datos 

World Wide Web Geovanni ha proporcionado una interfaz intuitiva y receptiva para 

visualizar datos de sensores múltiples para descargar imágenes y datos en múltiples 

formatos. Además, permite el análisis de datos en la investigación de eventos y procesos 

geofísicos con datos de teledetección (Berrick et al., 2009). 

https://www.sciencedirect.com/topics/earth-and-planetary-sciences/satellite-remote-sensing
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Existen muchas maneras de aplicar datos de concentración de contaminantes a la 

atmósfera con la finalidad de estimar o predecir concentraciones futuras, para ello, Aguirre 

et al., (2006) explica que los modelos basados en el uso de técnicas estadísticas para 

establecer relaciones funcionales entre las variables de entrada y salida son oportunos 

para el objetivo programado. El uso de la analítica de aprendizaje y el uso de Redes 

Neuronales Recurrentes son modelos matemáticos-computacionales de tratamiento de 

información cuyo origen es la simulación del cerebro humano. 

En el presente trabajo se pronosticó la concentración de dióxido de nitrógeno (NO2) y 

dióxido de azufre (SO2) en Ecuador, a partir de datos de concentración de gases obtenidos 

de imágenes satelitales Sentinel-5P en un periodo del año 2019 y 2020 como base de 

datos. Además, se tomó datos meteorológicos diarios como relación con el 

comportamiento de estos gases, los mismos que fueron obtenidos de las plataformas de 

la NASA Y ERA 5. Los datos obtenidos fueron tratados y correlacionados mediante Redes 

Neuronales y Random Forest con la finalidad de pronosticar la concentración de los gases 

hasta 5 días seguidos después de haber sido determinada la contaminación por estos 

gases a la atmósfera, con la finalidad de tomar acciones preventivas enfocadas hacia la 

ciudadanía y que las mismas puedan precautelar su salud y movilidad diaria.  
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2. PLANTEAMIENTO Y FORMULACIÓN DEL PROBLEMA 

 

El impacto de la contaminación del aire es un tema muy esencial para el clima y el medio 

ambiente. La atmósfera es fundamental para la vida, por lo que sus alteraciones 

representan un gran impacto en los seres humanos, otros organismos y el planeta en su 

conjunto. Pero más allá de eso, los cambios que se producen en la composición química 

de la atmósfera pueden alterar el clima, generar lluvia ácida o destruir la capa de ozono, 

todos fenómenos de importancia global.  

Según Romero et al., (2010) dentro de las fuentes actuales más relevantes de 

contaminación atmosférica se encuentran los vehículos, las industrias y el consumo de 

leña. Además, en las zonas costeras existe una elevada concentración de contaminantes 

atmosféricos provenientes de los buques de carga (Zambrano, 2014), como también la 

quema de basura por parte de los botaderos y la explotación de canteras en la zona (Espín, 

2011). El desarrollo industrial ha alcanzado en los últimos años un gran avance, lo que ha 

contribuido al aumento de las emisiones atmosféricas y estas son emitidas continuamente 

a través de sus chimeneas Moscoso et al., (2018). Peña (2018) menciona que a nivel 

nacional se ha registrado altas concentraciones de contaminantes atmosféricos, estos 

datos informan sobre el comportamiento de micro partículas y gases como Ozono (O3), 

Dióxido de Azufre (SO2), Dióxido de Nitrógeno (NO2), Monóxido de Carbono (CO), Material 

Particulado menor a 10 micras (PM10) y Material Particulado menor a 2,5 micras (PM2,5). 

Según Coronel y Marzo (2017) la contaminación del aire en América Latina es un asunto 

preocupante en las ciudades emergentes de la Región, como consecuencia de la quema 

de combustibles fósiles, entre las fuentes es el deficiente planeamiento de transporte, la 

generación de energía, el sector industrial y manufacturero y utilización de combustibles 

de mala calidad. Como consecuencia de la emisión de estos contaminantes, se produce el 

deterioro de la atmósfera y el medio ambiente. Llanque, (2003) menciona que entre los 

efectos que se producen son la radiación solar directa, olas de calor, la formación de lluvia 

ácida, la formación de nubes nocivas que cubren las ciudades y el fenómeno de inversión 

térmica.  

Por otro lado, los efectos generados a la salud por la concentración de contaminantes 

atmosféricos ha sido un tema de gran estudio para los científicos de la actualidad, esto 
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debido a las consecuencias que generan a corto y largo plazo ocasionando en la mayoría 

de los casos enfermedades respiratorias y cardiovasculares (Brunekreef y Holgate, 2002).  

Estudios publicados en los últimos años han relacionado el aumento de asma en niños, 

ausencia en escuelas y hospitalización de niños que viven cerca de vías con alta circulación 

vehicular (ANMM, 2015). Según Montero et al., (2020) existe una elevada incidencia de 

rinitis alérgica en aproximadamente el 20 % de recién nacidos en la ciudad de Riobamba. 

En donde el 58 % de los casos se dan en niños los cuales habitan zonas urbanas, tomando 

en cuenta que las investigaciones realizadas en Chimborazo a través del plan nacional de 

la calidad del aire registran 31 764 casos de infecciones respiratorias agudas. Y en la 

ciudad de Cuenca se registró que 101 personas fallecieron en el año 2012 por 

enfermedades cardiopulmonares y cáncer de pulmón, ocasionadas por niveles elevados 

de contaminantes atmosféricos (Palacios y Espinoza, 2014).  

Actualmente, Ecuador es un país el cual se encuentra en vías de desarrollo industrial, por 

lo que es necesario estimar la concentración de emisiones contaminantes a largo plazo, 

de esta manera evitar ya sea de forma directa o indirecta afecciones generadas por las 

elevadas concentraciones de contaminantes atmosféricas.  

Existen varios procesos para predecir las concentraciones de contaminantes en la 

atmósfera. Sin embargo, uno de los métodos más usados por su simplicidad para 

transformar grandes series de datos y por su eficiencia en los resultados son las técnicas 

de lenguaje no supervisado Machine Learning. Por esta razón en este trabajo se plantea 

un modelo para pronosticar la concentración de los contaminantes NO2 y SO2, obtenidos 

de imágenes satelitales del tiempo correspondiente, comparados con los valores reales 

obtenidos de imágenes satelitales posteriores para las tres principales ciudad del Ecuador 

Quito, Guayaquil y Cuenca con la finalidad de alertar a la población de posibles riesgos en 

la salud y advertir a las empresas que contribuyen a las emisiones para que tomen las 

medidas pertinentes.  
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3. OBJETIVOS  

 

3.1. Objetivo General  

 

● Pronosticar las concentraciones de SO2 y NO2 en Ecuador a partir de imágenes 

satelitales Sentinel 5P, mediante técnicas de Machine Learning. 

 

3.2. Objetivos Específicos 

 

● Obtener datos de concentración de contaminantes atmosféricos a partir de 

imágenes satelitales. 

● Procesar las imágenes satelitales obtenidas para establecer una línea base de 

investigación. 

● Construir modelos para el pronóstico de emisiones de concentraciones de 

contaminantes atmosféricos mediante Redes Neuronales Recurrentes y Bosques 

Aleatorios (Random Forest). 

● Validar los datos obtenidos de la predicción para de esta manera determinar la 

eficiencia de los métodos mediante las métricas de rendimiento y error. 
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4. MARCO TEÓRICO  

 

4.1. Antecedentes y Estudios previos 

 

En la investigación del caso de interés e intentando encontrar una definición del problema 

que sea ajustada a la verdad enfocada y plausible de desarrollar se ha revisado la literatura 

que existe por medio de base de datos, intentando encontrar precedentes de estudios, 

investigaciones o artículos semejantes o involucrados que nos posibilite formar una base 

sólida para el desarrollo de la presente investigación de forma que las conclusiones y 

resultados logrados sean pertinentes, permitiendo la generación de conocimientos y valor 

añadido para los interesados. 

Investigaciones alrededor del mundo han demostrado el creciente interés en la aplicación 

de lenguaje no supervisado para estimaciones de emisión de contaminantes a la 

atmósfera. Sanjuán de Caso (2020) en un estudio donde intentó predecir las 

concentraciones de contaminantes mediante técnicas de Machine Learning en la ciudad 

de Madrid utilizó Redes Neuronales Long Short Term Memory  (LSTM) y Gated Recurrent 

Unit (RGU). La base de datos de concentraciones de contaminantes se obtuvo de las 

estaciones de control de calidad del aire y variables meteorológicas como variables 

independientes. Utilizó Python como el lenguaje de programación buscando el método más 

preciso. Como resultado se obtuvo que las Redes Neuronales LSTM donde utilizó entre 5 

a 10 neuronas fue más precisa, además se aplicó la estacionalidad demostrando que en 

las estaciones de primavera y verano muestra predicciones más precisas caso contrario 

sucede en otoño e invierno donde los valores decaen. 

Además, estudios recientes realizados en América Latina muestra el abordaje reciente en 

la que Pedraza (2019), desarrolló un prototipo para demostrar el rendimiento y eficacia que 

posee el modelo de redes neuronales utilizando machine Learning aplicado a la predicción 

del material particulado (PM2.5) en la ciudad de Bogotá. Los datos fueron obtenidos de la 

estación de monitoreo de la calidad de aire de la localidad de Kennedy. En la modelación 

se utilizaron varias librerías de Python donde se dio como resultado positivo con errores 

del 3,56 % y 3,67 % demostrando que el método basado en redes neuronales para estimar 
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las concentraciones de PM2,5 son un método de aplicación para casos futuros de 

predicción. 

El trabajo realizado por Jacinto (2019) demuestra la factibilidad del uso de técnicas de 

inteligencia artificial utilizando redes neuronales del tipo multicapa, en donde se logró 

predecir la presencia de contaminantes atmosféricos PM2.5 en Carabayllo-Lima. Los datos 

se obtuvieron de la estación meteorológica de Carabayllo, en la metodología se aplicó 

sobre tres algoritmos de retropropagación y se utilizó una capa oculta para analizar dos 

modelos artificiales obteniendo un error porcentual medio de -0,1089 % lo cual apoya la 

teoría de aplicación para predecir contaminantes atmosféricos mediante esta metodología. 

Por otra parte, Herrera (2019) desarrolló un sistema de predicción del índice de calidad del 

aire de dióxido de carbono en la ciudad de Santo Domingo mediante Redes Neuronales 

Artificiales, donde para la obtención de los datos utilizó sensores de medición de gases en 

el aire y un controlador para su almacenamiento, a través del software Matlab modeló la 

red neuronal de tres capas con una capa de entrada de 4 neuronas, una capa oculta de 10 

neuronas y la capa de salida con 1 neurona mediante la codificación de algoritmos. Los 

valores obtenidos de la simulación fueron comparados con los valores reales demostrando 

un error promedio de 1,47 de los casos validados, mostrando que es un modelo 

enormemente aceptado. Además, se predijeron todos los meses del 2019 a 2022 para 

verificar la efectividad de la predicción a corto y largo plazo donde se señaló un aumento 

importante de 0,8 ppm para el año 2022 tomando en cuenta las ocupaciones humanas que 

se desarrollan en esta región. 

Desde otra perspectiva, Gavilánez (2021) demostró la efectividad de las Redes Neuronales 

Artificiales (RNA) considerando el algoritmo de retropropagación en cascada utilizadas 

para la estimación de las concentraciones elevada de dióxido de carbono en interiores de 

laboratorios químicos de la Universidad técnica de Ambato. Para la modelación utilizó el 

algoritmo Back Propagation que se basa en una regla de corrección instantánea 

relacionando los datos medidos con diversos factores que afectan la calidad del aire. Como 

resultados se observó que el modelo posee un rendimiento de aproximadamente el 80 % 

y en donde la validación demostró que se puede obtener errores de hasta un 0,99557. Y 

de esta manera se demuestra la adaptabilidad que posee el modelo para ser aplicado con 

otros contaminantes del aire en donde se pueda tener ambientes de buena presión. 
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Estudiando el documento de (Liu et al., 2021) el cual realiza una red neuronal recurrente 

utilizando el modelo de unidad recurrente cerrada para pronosticar la concentración de PM 

2,5 en un periodo de 24 horas. El estudio se realizó en Beijing, en el cual para el análisis 

se tomó en cuenta 35 estaciones de la calidad del aire. El método utiliza mapas 

autoorganizados geográficos, en donde organiza en grupos las estaciones de monitoreo 

de varias zonas agrupándolas por coordenadas geográficas.  Los resultados obtenidos 

validan el modelo. Se analizó el coeficiente de determinación (R2), el error relativo medio 

(MRE) y el error absoluto medio (MAE), dando como resultados en la estación de Gucheng 

valores de 0,35 para el coeficiente de determinación, 0,79 para el MRE y 16,1 para el MAE. 

En el documento realizado por (Li et al., 2018) se realiza un método en línea basado en 

Random Forest para el pronóstico de la concentración de NO2, SO2 Y PM 2.5 con 24 horas 

de antelación. En el estudio se utilizan tres métricas de evaluación. Se utilizó el error 

absoluto medio (MAE), error cuadrático medio (RMSE) y accuracy (Acc), en donde para 

determinar la eficiencia del modelo se compara con otros modelos como un modelo 

predictivo híbrido, una red neuronal profunda pre entrenada por una red de creencias 

profundas. En donde los resultados del estudio determinaron que el método propuesto 

supera los resultados ya que este es capaz de predecir la concentración de contaminantes 

con mayor precisión.  

Por otra parte (Vu et al., 2019) desarrolló un modelo de aprendizaje automático basado en 

Random Forest con el cual se estima las concentraciones de PM2.5 en la ciudad de Lima, 

Perú. Para el desarrollo del modelo se obtuvieron los datos de 16 estaciones de monitoreo 

desde el año 2010 hasta el 2016. Además de esto se combinaron datos satelitales como 

la profundidad óptica de aerosoles, datos de campos meteorológicos del centro Europeo 

para pronósticos meteorológicos a medio plazo, parámetros del modelo weather research 

and forecasting y variables de uso de la tierra para ajustar el modelo. Se estimó la media 

de concentración para el PM 2.5 medida en tierra la cual alcanzó un valor de 24,7 μg/m3 

mientras que para la validación cruzada el valor de PM 2.5 fue de 24,9 μg/m3, estableciendo 

una diferencia de 0,09 μg/m3 (desviación estándar de 5,97 μg/m3) por lo tanto el modelo 

representa una enorme concordancia entre valores por lo que el modelo puede ser tomado 

como positivo debido a la veracidad de los resultados. 

Con respecto a Random Forest no se ha podido encontrar estudios varios en el país ni 

cercanos a nuestra área de estudio, un estudio realizado en Madrid por  (Pérez, 2021) 
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busca obtener un modelo predictivo para los contaminantes emitidos en dicha ciudad y la 

influencia de las variables meteorológicas y la reducción del tráfico como relación con el 

contaminante en donde para generar el Bosque Aleatorio tomo en cuenta las 

características de construcción entre ellas, la profundidad máxima de cada árbol y el 

número mínimo de cada nodo hoja donde concluyó que Random Forest capta mejor la 

variabilidad de las concentraciones observadas. Además, concluyó que el tráfico y los 

datos meteorológicos se pueden tratar como variables independientes.  

Singh et al., (2021) realizaron un estudio similar en la región Urbana de Nueva Delhi en la 

India donde utilizo el algoritmo de Bosque aleatorio para predecir la concentración de varios 

contaminantes considerando la misma estructura que el estudio anterior donde se 

obtuvieron resultados satisfactorios ya que utiliza muchos algoritmos de árbol para 

encontrar el resultado, por lo que obtenemos una solución más precisa con este algoritmo.  

En Ecuador los estudios en Lenguaje no supervisado se han ido incrementando 

recientemente. Sin embargo, la utilización de imágenes satelitales relacionadas con 

técnicas de Machine Learning han sido escasas. 

 

4.2. Base Teórica 

 

4.2.1. La atmósfera 

 

Según Venegas y Mazzeo (2012) la atmósfera es una capa gaseosa de aproximadamente 

10000 km de espesor que rodea la tierra, donde se producen todos los fenómenos 

climáticos y meteorológicos que afectan al planeta, además regula la entrada y salida de 

energía de la tierra. Es la principal defensa que tienen las diferentes formas de vida de la 

incidencia de las radiaciones provenientes del espacio exterior, especialmente del sol. 

La atmósfera muestra variaciones verticales de temperatura producida por diferentes 

procesos radiactivos, dinámicos y químicos en las diferentes alturas de la atmósfera, por 

esta razón se divide en cuatro capas separadas por tres zonas de transición, las cuales se 

denominan tropósfera, estratósfera, mesosfera y termósfera y las zonas de transición 

tropopausa, estratopausa y mesopausa respectivamente (Sáenz, 2016). 



 

 

Bryam Montesdeoca Jara                                                                                                11 

Dayana Ortiz Morocho 

 

La Tropósfera es la capa que se encuentra en contacto con la tierra por ende es la más 

cercana a nuestro planeta siendo la capa más densa de la atmósfera y en ella se originan 

los fenómenos atmosféricos. La dinámica de esta capa hace posible el funcionamiento de 

los ecosistemas terrestres y acuáticos, factores como la precipitación o la radiación solar 

que llega al suelo puede verse afectada por el contenido de aerosoles en la troposfera. 

Concentra la mayor parte de oxígeno y vapor de agua, además actúa como regulador 

térmico del planeta haciendo posible la vida en el (Morales et al., 2001). 

 

4.2.2. Contaminación Atmosférica 

 

Se puede definir como contaminación del aire a la introducción de partículas y sustancias 

químicas o biológicas en la atmósfera que causan daño o afectación a los seres vivos. Los 

contaminantes dañan nuestro medio ambiente ya sea aumentando los niveles por encima 

de lo normal o al introducir sustancias tóxicas dañinas (Hutton, 2011). Esto afecta 

principalmente a las personas que viven en grandes ciudades, siendo las emisiones de las 

carreteras el mayor contribuyente al deterioro de la calidad del aire (Manisalidis et al., 

2020). 

Además, la contaminación del aire puede influir en la calidad del suelo y de las masas de 

agua al contaminar las precipitaciones que caen en el agua y el suelo modificando la 

química del suelo y causando desequilibrios en el pH del mismo (Manisalidis et al., 2020). 

Además, puede afectar a la salud al estar expuesto a altas concentraciones de 

contaminantes durante prolongados periodos de tiempo. En el gráfico 1 podemos apreciar 

el ciclo de los contaminantes que empiezan por la emisión desde una fuentes natural o 

antropogénica y finaliza nuevamente en la tierra o agua en forma de otros contaminantes 

alterando el equilibrio químico y natural del ambiente. 
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Gráfico 1. Ciclo de la contaminación atmosférica. (Llosa, 2010) 

 

4.2.2.1. Fuentes de contaminación atmosférica 

 

Las fuentes de contaminación en la atmósfera varían según su procedencia, esto debido a 

que en un principio las emisiones generadas fueron el factor esencial para que la vida en 

la tierra tenga procedencia. Existen fuentes naturales de contaminación al aire como son 

erupciones volcánicas, descomposición biológica, incendios, marismas y materiales con 

altos niveles de radiación. Y existen fuentes antrópicas como las emisiones generadas por 

vehículos, quema de combustibles fósiles, actividad agrícola, plantas de energía térmica o 

industrias (Puri et al., 2017).   

 

Actualmente, en todo el mundo la contaminación del aire representa una nueva 

problemática debido a los impactos toxicológicos en el ambiente y en general en la salud 

humana. Según la Organización Mundial de la Salud los principales contaminantes 

presentes en el aire son las partículas en suspensión, el ozono almacenado en la 

tropósfera, el monóxido de carbono, el plomo, los óxidos de azufre y óxidos de nitrógeno. 

En donde se ha demostrado que su procedencia corresponde en mayoría a los vehículos 

de motor y a los procesos industriales (Ghorani-Azam et al., 2016). En China se estimó que 

los niveles elevados de contaminación de óxidos de nitrógeno son generados por el 

transporte automotriz (15 a 25 %), centrales eléctricas las cuales queman combustibles 

fósiles (30 a 50 %) y centros industriales (25 a 35 %) (Rohde y Muller, 2015). 
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Tal es el caso que en una gran parte de EE. UU. la contaminación del aire es un tema 

complejo debido a las regularizaciones en donde como fuentes principales tenemos a las 

emisiones del tráfico y algunas industrias las cuales generan energía. Mientras que 

hablando de partículas en suspensión las cuales son fuentes principales de impacto a la 

salud humana, tenemos que en el este de EE. UU., Europa, Rusia y el este de Asia la 

producción agrícola es un factor representativo para la elevada concentración de 

contaminantes (Lelieveld et al., 2015). 

 

En otras regiones, como en los países asiáticos los cuales poseen una densidad 

poblacional elevada, continúan afectados por la mala calidad del aire, y se pronostica que 

en años venideros estos problemas aumenten. La combinación entre poblaciones muy 

grandes y la alta contaminación representan un elevado costo para la salud pública (Jerrett, 

2015).  

 

4.2.2.2. Clasificación de contaminantes atmosféricos. 

 

Los contaminantes se pueden clasificar en contaminantes primarios y secundarios. Los 

contaminantes primarios son emitidos directamente desde la fuente, entre ellos, el Dióxido 

de Azufre (SO2), Óxido de Nitrógeno (NOx), Monóxido de Carbono (CO), Plomo (Pb), 

compuestos orgánicos y partículas en suspensión (Martínez y Díaz de Mera, 2004) o como 

emisión de procesos antropogénicos, como el monóxido de carbono que es emitido del 

escape de los vehículos o el dióxido de azufre liberado de procesos industriales (Hutton, 

2011). 

Los contaminantes secundarios se forman cuando ocurre una reacción química en la 

atmósfera que involucra a un contaminante primario en el aire, como el dióxido de azufre 

que puede oxidarse para formar ácido sulfúrico que luego puede reaccionar con amoniaco 

y formar sulfato de amonio (Farrow et al., 2020), los contaminantes secundarios incluyen: 

el ácido nítrico (HNO3), ácido hiposulfuroso (H2SO2) y el ozono (O3) (Páez, 2022). 

Para este estudio haremos énfasis en el Dióxido de Nitrógeno y Dióxido de Azufre puesto 

que son los contaminantes a considerar para los objetivos propuestos.   
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4.2.2.2.1. Dióxido de Nitrógeno  

 

El NO2 es un gas contaminante principalmente urbano que está altamente correlacionado 

con la población y el tráfico de vehículos ya que es emitido por los motores de los mismos 

(Anenberg et al., 2020). Es un contaminante ampliamente prevalente de fuentes naturales 

y antropogénicas que puede causar irritación respiratoria cuando es inhalado en altas 

concentraciones (Hesterberg et al., 2009). Según estudios realizados se ha demostrado 

que la exposición a largo plazo a altos niveles de dióxido de nitrógeno causa enfermedades 

pulmonares crónicas, deterioro del sentido del olfato y síntomas documentados como 

irritación de ojos, garganta y nariz. De la misma manera afecta a la vegetación debido a 

que influye en la eficiencia de crecimiento de las plantas y su rendimiento (Manisalidis et 

al., 2020). 

 

4.2.2.2.2. Dióxido de Azufre  

 

El dióxido de azufre (SO2) es un gas incoloro con un fuerte olor que se produce durante la 

combustión de combustibles fósiles, la fundición, producción de ácido sulfúrico, 

incineración de desechos y la producción de azufre elemental (Katulski et al., 2011). Los 

niveles peligrosos de contaminación se encuentran comúnmente cerca de las centrales 

eléctricas de carbón, en las refinerías y en áreas designadas por la industria pesada que 

se encuentra principalmente en Rusia, India y China en donde se registran concentraciones 

muy elevadas (Dahiya et al., 2020). 

Este contaminante es un irritante sensorial por lo que causa irritación respiratoria 

bronquitis, producción de moco y broncoespasmo (Manisalidis et al., 2020). Además, 

puede provocar accidentes cerebrovasculares, enfermedades cardíacas, asma, cáncer de 

pulmón, muerte prematura (Dahiya et al., 2020) y problemas de fertilidad (Carré et al., 

2017).  

  

4.2.2.3. Efectos de la contaminación atmosférica en la salud. 

 

La Comisión Europea estimó que por causa de la contaminación del aire mueren 

prematuramente 310.000 personas en 11 países europeos. Además de que se estimó que 
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por partículas en suspensión en el aire existen alrededor de 40.000 personas las cuales 

fallecen de forma prematura, como consecuencia la esperanza de vida media se reduce 

en al menos nueve meses (Robinson, 2005). Los efectos negativos generados a la salud 

humana producto de la contaminación atmosférica incluyen estrés oxidativo, autofagia, 

interrupción de la barrera epitelial respiratoria y las vías de señalización celular, inmunidad 

celular desregulada, mutaciones epigenéticas y la infiltración de células inflamatorias 

(Guan et al., 2016).  

En Irán se determinó que, entre las 10 enfermedades causantes de muerte prematura por 

mala calidad del aire, cuatro están relacionadas a la arteriosclerosis. Además de que 

ciertos contaminantes afectan las vías respiratorias e irritan los pulmones. Los grupos más 

vulnerables son personas sensibles como los niños, mujeres en etapas de gestación, 

ancianos y personas con problemas de salud. Los efectos a corto plazo van desde 

molestias respiratorias o tos hasta alergias y estornudos. Y a largo plazo en presencia de 

ciertos contaminantes los efectos pueden ser más perjudiciales ocasionando cáncer en los 

pulmones (Hosseini y Shahbazi, 2016).  

Se puede señalar que las consecuencias de esta contaminación se ven más afectadas en 

países con poco o nulo desarrollo económico, siendo estos países poseedores de algunos 

de los niveles más altos de contaminación a nivel mundial, ya que el tratamiento y la 

aplicación de las regulaciones son escasas en la mayoría de los casos. Una mala calidad 

de aire se simplifica en mayores costos para cuidado de la salud relacionadas con 

enfermedades cardiovasculares, respiratorias por lo que esto afecta en la productividad y 

ocasiona una menor esperanza de vida. A pesar de esto, los valores cuantificados de los 

costos necesarios para este fin aún no se comprenden bien debido a la falta de datos de 

gastos médicos y falta de análisis de relaciones entre la dosis y la respuesta al 

contaminante (Xia et al., 2022).  

 

4.2.2.4. Variables que intervienen en la contaminación 

atmosférica. 

 

Generalmente los problemas de contaminación en una zona específica no suelen ser 

ocasionada por los niveles elevados de descarga de contaminantes, sino que estos suelen 
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ser provocados por factores meteorológicos desfavorables. Además, el paisaje urbano es 

un factor influyente para esto ya que es donde se desarrollan todas las actividades que 

generan contaminación. Estas condiciones desfavorables son producto de una estrecha 

relación con la poca capacidad de la atmósfera de la zona para dispersar y transportar los 

contaminantes desde la fuente de emisión a varias zonas aledañas (Han et al., 2015).   

 

Existe un gran interés entre la variación espacial y temporal de la concentración de gases 

contaminantes por lo que (Li et al., 2014), realizó un estudio en el cual se compara el índice 

de contaminación del aire con los factores meteorológicos en Guangzhou, China entre el 

año 2001 y el 2011. Concluyendo que las condiciones meteorológicas de la zona son 

importantes fuerzas impulsoras para determinar la concentración de gases. Pero sobre 

todo se descubrió que la presión en la zona es un factor determinante, esto debido a que 

cuando el lugar está dominado por un sistema de bajas presiones el aire asciende 

provocando un arrastre de los contaminantes a mayores altitudes facilitando de esta 

manera la dilución de los mismos. Por lo contrario, si la zona está dominada por un sistema 

de altas presiones, el aire se estabiliza de tal forma que es muy difícil la dispersión de 

contaminantes en el aire.  

 

Así mismo, el análisis procedente de (Yang et al., 2019), determinó que uno de los factores 

más influyentes son las condiciones meteorológicas siendo así que las condiciones 

climáticas en verano representan características más propicias para la eliminación y la 

dispersión de los contaminantes en las zonas analizadas, en donde el viento, la 

precipitación y la radiación fueron los factores más influyentes. 

 

4.2.3. Monitoreo de la calidad del aire 

 

Actualmente la población en su mayoría vive en áreas urbanas las cuales en los últimos 

años son más vulnerables a la contaminación del aire y los problemas que se derivan de 

ello, debido a que esta tiene impacto negativo en las economías locales y nacionales 

(Loenen et al., 2021). El control de la calidad del aire mediante diferentes métodos, 

calibraciones y mediciones de los sitios y ambientes tanto exteriores como interiores son 

de importancia crucial ya que se utiliza para crear modelos para la evaluación de la 
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exposición, el mismo que sirve para la investigación de la contaminación del aire en la 

salud ambiental (Phuleria, 2013). 

4.2.4. Monitoreo de la calidad del aire con teledetección satelital  

 

En la actualidad el uso de la teledetección ha avanzado a grandes pasos desde la 

interpretación de fotografías hasta el análisis de imágenes satelitales debido a que los 

sensores pueden proporcionar datos de la energía emitida, reflejada y/o transmitida desde 

todas partes del espectro electromagnético (Anyamba et al., 2015). 

El monitoreo atmosférico basado en satélites es clave para comprender las condiciones 

del aire y sus tendencias a escala regional y global, proporcionando información 

cuantitativa sobre las emisiones y el transporte de contaminantes (Páez, 2022). Uno de los 

sensores utilizados en la actualidad para poder determinar las emisiones de 

concentraciones de gases es el Instrumento de Monitoreo Troposférico (TROPOMI) del 

Satélite Sentinel-5 Precursor (Veefkind et al., 2012). 

 

 

4.2.5. Satélite Sentinel-5P 

 

Sentinel-5 Precursor de la ESA (Agencia Espacial Europea) es la primera misión de 

monitoreo atmosférico de Copernicus que tiene la finalidad de reducir la brecha de datos 

entre el satélite Envisat y el lanzamiento de Sentinel-5. El satélite lleva un instrumento 

TROPOMI más avanzado para mediciones de bandas espectrales ultravioleta-visible (270–

500 nm), infrarrojo cercano (675–775 nm) e infrarrojo de onda corta (2305–2385 nm). Esto 

significa que puede detectar diferentes contaminantes como NO2 , O3 , CH2O, SO2 , CH4, 

CO y aerosoles con una precisión sin precedentes (Zheng et al., 2019). 

 

Existen diferentes productos de datos asociados con los tres niveles de procesamiento de 

TROPOMI. El nivel 0 es la telemetría satelital sin procesar ordenada por tiempo sin 

superposición temporal, estos datos no están disponibles para el público. El nivel 1B son 

datos geolocalizados en la atmósfera y corregida radiométricamente Radiancias de Tierra 

como irradiancias solares. Los datos de nivel 2 (L2) incluye columnas totales 



 

 

Bryam Montesdeoca Jara                                                                                                18 

Dayana Ortiz Morocho 

geolocalizadas de ozono dióxido de azufre, óxidos de nitrógeno, monóxido de carbono, 

formaldehído y metanol, columnas de ozono troposférico, perfiles verticales geolocalizados 

de ozono, e información geolocalizada de nubes y aerosoles los cuales están agrupados 

por tiempo no por longitud y latitud. Finalmente, los datos de Nivel 3 (L3) son aquellos que 

manteniendo una sola cuadrícula por órbita convierte los datos L2 en datos L3 (Sentinel-

5P Mission - Sentinel Online). Además, existen dos tipos de servicios, los datos en tiempo 

casi real (NRTI) que están disponibles hasta 3 horas después de posteriores a la detección 

y los datos fuera de línea (OFFL) que pueden estar disponibles hasta 12 horas después y 

para las columnas de metano, ozono troposférico y dióxido de nitrógeno corregido tardaría 

hasta 5 días después de ser detectados (van Geffen et al., 2021). 

 

 

4.2.6. Google Earth Engine 

  

Google Earth Engine (GEE) es una plataforma de computación en la nube diseñada para 

almacenar y procesar grandes cantidades de datos geoespaciales para un posterior 

análisis (Mutanga y Kumar, 2019). A partir de la cual se pueden producir datos sistemáticos 

o implementar aplicaciones interactivas respaldadas por los recursos de GEE (Gorelick et 

al., 2017). El archivo actual incluye los datos de varios satélites como Landsat, Sentinel, 

MODIS entre otros (Jin, 2020) así como conjuntos de datos basados en sistemas de 

información geográfica demográficos meteorológicos, modelos digitales de elevación y 

capas de datos climáticos (Mutanga y Kumar, 2019). 

 

GEE está compuesto por cuatro elementos principales, el primero es la infraestructura de 

Google permitiendo hacer análisis en paralelo con cerca de 10000 CPUs, el segundo es el 

dataset o acervo de datos, mismo que se actualiza a medida que se toman nuevas 

imágenes creando de esta manera un gran catálogo de datos geoespaciales, el tercer 

elementos es la API (Application Program Interface) las misma que consiste en una serie 

de comandos o funciones en lenguaje JAVA permitiendo una programación sencilla al 

desarrollar algoritmos para investigación, por último, el cuarto elemento es el Code Editor 

donde a través de los códigos o scripts permite buscar la información en la nube y 

visualizarlos o procesarlos para distintos fines (Perilla y François, 2020). 
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4.2.7. Datos Sentinel-5P disponibles en Google Earth Engine.  

 

GEE utiliza un modelo de datos simple basado en bandas ráster cuadriculadas en 2D. Los 

píxeles de una banda individual deben ser consistentes en términos del tipo de datos, 

resolución y proyección. No obstante, las imágenes pueden tener cualquier cantidad de 

bandas, además cada imagen puede contener metadatos que contengan información 

como la ubicación, el tiempo de recopilación y las condiciones en las que se recolectaron 

o procesaron las imágenes. Las imágenes de GEE están preprocesadas para permitir un 

acceso rápido y eficiente. (Gorelick et al., 2017). Cabe destacar que la plataforma permite 

a los usuarios descargar información en formato ráster o vectorial, además, a pesar de la 

posibilidad de procesar los datos en la nube, existe la función para poder descargar la 

información generada en formato GeoTIFF al almacenamiento Google Drive del usuario 

(Perilla y François, 2020). 

 El conjunto de datos de Sentinel-5P disponibles de GEE son índices de metano, dióxido 

de azufre, ozono, dióxido de nitrógeno, formaldehído, monóxido de carbono, nubes y 

aerosoles UV. Todas las colecciones de imágenes de Sentinel-5P excepto el metano, 

vienen dos versiones: Near Real Time (NRTI) y Offline (OFFL), el metano solo tiene esta 

última. Los datos NRTI cubren un área más pequeña que los OFFL, pero están disponibles 

en menos tiempo (Páez, 2022). 

Los datos originales de Sentinel-5P son Nivel 2 (L2) y vienen agrupados por tiempo mas 

no por latitud y longitud, para hacer posible la ingesta de datos en GEE se debe convertir 

en datos L3 manteniendo una sola cuadrícula por órbita es decir no se realiza ninguna 

agregación entre productos, dicha conversión se realiza mediante la herramienta 

harpconvert  donde los datos se filtran para eliminar píxeles con valores de control de 

calidad inferiores a: 80 % para AER_AI (Índice de aerosol UV), 75 % para la banda de 

columna vertical troposférica de NO2  y 50 % para todos los demás conjuntos de datos 

excepto para O3 y SO2 (Google Developers s.f.). 
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4.2.7.1. Sentinel-5P OFFL NO2: Dióxido de Nitrógeno Fuera de 

Línea. 

 

NO2 se usa para representar las concentraciones de los óxidos de nitrógeno en general, 

debido a que durante el día, en presencia de la luz solar, un ciclo fotoquímico que involucra 

ozono convierte NO en NO2 y viceversa en minutos (Google Developers s.f.). La banda de 

NO2 proporciona datos de columna vertical troposférica de NO2 en mol/m2. Estos datos 

están disponibles desde el 28 de junio del 2018 en una resolución de 1113,2 metros (Páez, 

2022). 

 

4.2.7.2. Sentinel-5P OFFL SO2: Dióxido de Azufre Fuera de Línea 

 

Este conjunto de datos proporciona imágenes fuera de línea de alta resolución de 

concentraciones de SO2 atmosférico. Esta recopilación proporciona datos desde el 5 de 

diciembre de 2018 con una resolución de 1113,2 metros. 

El conjunto de datos SO2 entrega datos en mol/m2. Para este producto L3 SO2 , el índice 

de absorción de aerosol se calcula con un par de mediciones en las longitudes de onda de 

340 y 380 nm. El producto L3_AER_AI tiene el índice de absorción de aerosol calculado 

utilizando las longitudes de onda de 354 nm y 388 nm (Google Developers s.f.). 

 

 

4.2.8. Datos de Reanálisis ERA 5 

 

ERA 5 es un conjunto de datos de alta precisión producido por el Servicio de Cambio 

Climático de Copérnico y el último reanálisis realizado por el Centro Europeo de 

Previsiones Meteorológicas a Medio Plazo (ECMWF) el reanálisis climático combina 

observaciones históricas y modelos para generar series temporales consistentes de 

múltiples variables climáticas proporcionan una descripción completa del clima observado 

a medida que ha evolucionado durante las últimas décadas (Ssenyunzi et al., 2020). 

 

La plataforma proporciona datos por hora, día, semana y mes sobre diversas variables 

atmosféricas a diferentes presiones tanto de la superficie terrestre como del mar y engloba 

un periodo desde 1979 hasta el presente. ERA 5 se produce usando asimilación de datos 
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4D-Var y pronósticos modelo en CY41R2 del Sistema de Pronóstico Integrado (IFS) del 

ECMWF, con 137 niveles híbrido sigma/presión en la vertical y el nivel superior en 0,01 

hPa. Los datos atmosféricos están disponibles en estos niveles y también se interpolan a 

37 niveles, el mismo que tiene una resolución de 31 km. Entre las variables que dispone 

ERA 5 están:  humedad relativa y específica, temperatura, componentes del viento 

dirección y velocidad, entre otras, las tres últimas variables fueron obtenidas para el 

presente estudio (ECMWF).  

 

 

4.2.9. Datos de Geovanni NASA 

 

Giovanni es una aplicación desarrollada por el Centro de Servicios de Información y Datos 

de Ciencias de la Tierra Goddard de la NASA (GES DISC) que permite a los investigadores 

explorar datos rápidamente y analizar de forma fácil y directa variaciones espacio-

temporales, condiciones inusuales y patrones interesantes en línea antes de descargar los 

datos opcionalmente (Li et al., 2019). GES DISC brinda acceso a un conjunto como Land 

Data Assimilation System (FLDAS) (Jacob & NASA/GSFC/HSL, 2021), North American 

Land Data Assimilation System (NLDAS) (NLDAS project, 2021), Modern-Era 

Retrospective analysis for Research and Applications (MERRA) (GMAO, 2021), IMERG, 

GLDAS, entre otros, que permiten la obtención de datos tanto diarios, mensuales y cada 

tres horas para el posterior análisis y uso en investigaciones. Los formatos de descarga 

compatibles incluyen NetCDF, GeoTIFF y KMZ (EARTHDATA-NASA).   

 

 

4.2.10. Datos meteorológicos de ERA 5 y Giovanni NASA 

 

La contaminación del aire es causada por la presencia de gases y sustancias tóxicas, la 

misma que es afectada por los factores meteorológicos del lugar, como la temperatura, 

precipitación y velocidad del viento, entre otros (Le y Cha, 2018). Sin embargo (Qi et al., 

2018) menciona que los factores que afectan el modelo de calidad del aire más que otros 

son: la velocidad del viento (del norte), la temperatura, la velocidad del viento (del este), 

radiación y la precipitación, en comparación con la presión barométrica y la humedad. 
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4.2.10.1. Precipitación 

 

En meteorología, la precipitación es cualquier forma de lluvia que cae de la atmósfera y 

llega a la superficie terrestre. Esta variable afecta de forma directa a la concentración de 

contaminantes en la atmósfera debido a que en temporadas de sequía los datos de 

precipitación son bajos caso contrario cuando existe altos valores de precipitación los datos 

de concentración son menores (Muñoz et al., 2007).  

 

 

4.2.10.2. Temperatura  

 

La temperatura cumple una función importante sobre la calidad del aire debido a que 

cuando las temperaturas son bajas la calidad del aire es mejor mientras que la calidad del 

aire disminuye cuando aumenta la temperatura. Cabe recalcar que la temperatura varía 

durante el día, al amanecer las temperaturas son bajas y en el transcurso del día las 

temperaturas se elevan finalmente al llegar la noche la temperatura disminuye (Romero et 

al., 2010). 

 

 

4.2.10.3. Radiación 

 

La radiación es un proceso generado de forma natural para el cumplimiento de diversos 

procesos físicos y químicos. Sin embargo, en conjunto con el actual desbalance climático 

ocasionado por el efecto invernadero ocasiona problemas tanto individuales como 

interactivos en los sistemas biológicos. Además, la radiación también ha sido ligada en el 

aumento del calentamiento global a través de la basura vegetal y por la estimulación de 

gases de efecto invernadero por las plantas (Bornman et al., 2015).  

 

4.2.10.4. Velocidad y Dirección del Viento 

 

La velocidad del viento tiene un efecto significativo en la concentración y acumulación de 

contaminantes en el aire. El tipo de impacto contaminante en la zona urbana depende del 



 

 

Bryam Montesdeoca Jara                                                                                                23 

Dayana Ortiz Morocho 

tráfico, su origen y el tiempo de residencia en la atmósfera. Los vientos están relacionados 

con la dinámica horizontal de la atmósfera y en base a estos es posible conocer la dirección 

de desplazamiento del contaminante, la velocidad de dispersión y la turbulencia. Los 

vientos locales mueven el aire desde zonas de alta presión a baja presión y determinan los 

vientos dominantes de un área (García et al., 2014). Esto provoca el arrastre de 

contaminantes de una zona a otra o la permanencia del mismo en un lugar establecido. 

 

4.2.10.4.1. Componente U del Viento 

 

Este parámetro es el componente este del viento. Es la velocidad horizontal del aire que 

se mueve hacia el este, un signo negativo indica que el aire se mueve hacia el oeste 

(ECMWF). 

 

4.2.10.4.2. Componente V del Viento 

 

Este parámetro es el componente norte del viento. Es la velocidad horizontal del aire que 

se mueve hacia el norte, un signo negativo indica aire moviéndose hacia el sur (ECMWF).  

 

 

4.2.11. Inteligencia artificial - Machine Learning 

 

Durante los últimos años, las técnicas basadas en machine Learning han abordado muchas 

áreas de la industria, incluida áreas de la medicina, procesos de fabricación, recolección 

de datos y hasta conducción autónoma. Esta ciencia disruptiva tiene como objetivo 

reconocer patrones y de esta manera tratar problemas imperceptibles. Como resultado de 

los avances se ha demostrado que los métodos de aprendizaje automático pueden ser 

utilizados en tareas específicas (Carleo et al., 2019). Las técnicas de análisis de datos 

nacen a mediados del siglo XX a medida que la tecnología computacional avanzaba a 

pasos agigantados. Y esto ha permitido la creación de nuevas técnicas de análisis de datos 

como la regresión y las redes neuronales artificiales, las cuales aparecieron en los años de 

1950. Sin embargo, algunos métodos de aprendizaje profundo y los métodos de 

entrenamiento aparecieron décadas después abriendo paso al tratamiento de datos 
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conjuntos en porciones elevadas y de esta manera demostrando que este tipo de método 

es capaz de identificar patrones complejos o imperceptibles para el ojo humano (Biamonte 

et al., 2017).  

 

 

4.2.12. Redes Neuronales  

 

Una red neuronal puede definirse como una máquina diseñada originalmente para imitar 

la forma en que el sistema nervioso de un ser vivo realiza una determinada tarea. Para 

lograr esto la neurona está formada por un conjunto de unidades de procesamiento que se 

encuentran conectadas entre sí llamadas neuronas. 

Cada neurona recibe como entrada un conjunto de señales las cuales las pondera e integra 

y transmite el resultado a las neuronas conectadas a ella. Todas las neuronas se 

encuentran conectadas entre sí mediante un peso. En los pesos se suele guardar la mayor 

parte del conocimiento que la red neuronal tiene sobre la tarea en cuestión. El proceso 

mediante el cual los pesos se ajustan con la finalidad de lograr un determinado objetivo se 

denomina aprendizaje o entrenamiento y el procedimiento utilizado para esta acción se 

conoce como algoritmo de aprendizaje o algoritmo de entrenamiento (Pérez, 2002). 

 

 

Gráfico 2. Funcionamiento General de una neurona artificial (10 Introducción a Las Redes Neuronales 
Artificiales | Introducción al Software Estadístico R) 
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4.2.12.1. Redes Neuronales Recurrentes 

 

Las redes neuronales recurrentes (RNN) nacen de las redes neuronales artificiales en 

donde como principal diferencia estas poseen conexiones recurrentes, permitiendo de esta 

manera trabajar con datos secuenciales para el reconocimiento y la predicción de patrones. 

Las RNN están formadas por estados ocultos de alta dimensión los cuales funcionan como 

la memoria de la red y están condicionados con el estado de la capa anterior, permitiendo 

que estas redes almacenen, recuerden y procesen datos durante largos periodos de tiempo 

(Salehinejad et al., 2018).  

Una de las características más importantes de las RNN es compartir sus parámetros. Sin 

compartir parámetros, el modelo establecerá parámetros únicos para representar a cada 

dato en una secuencia y, por lo que la inferencia no es posible sobre secuencias de longitud 

variable. El impacto de esta limitación es evidente en el procesamiento del lenguaje natural. 

Las redes multicapa tradicionales puede fallar porque generarán explicaciones lingüísticas 

para los parámetros establecidos para cada posición en una frase, Las RNN sin embargo, 

serían más adecuadas para la tarea ya que comparten pesos entre los datos espaciados 

secuencialmente en el ejemplo del lenguaje, las palabras de nuestra frase (Ariana, 2021). 

 

 

Gráfico 3. Diagrama de grado cíclico de una Red Neuronal Recurrente. (Ariana, 2021) 

 

Las RNN generalmente aumentan la arquitectura de la red multicapa convencional con la 

adición de ciclos que conectan nodos adyacentes o pasos de tiempo. Estos ciclos 
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constituyen la memoria interna de la red que se utiliza para evaluar las propiedades del 

dato actual con respecto a los datos del pasado inmediato (Ariana, 2021). 

Estas redes son utilizadas para una variedad muy grande de propósitos como la música, 

el texto y los datos de captura de movimiento (Graves, 2013). Además de que existen 

muchas tareas las cuales para su resolución se requiere que los datos sean tratados 

secuencialmente. Para la síntesis de voz, generación de música, generación de subtítulos 

es necesario que el modelo produzca salidas en forma de secuencia. Y para el análisis de 

videos, para la predicción de series temporales y la recuperación de información musical 

los modelos deben utilizar series secuenciales para aprender (Lipton et al., 2015).   

 

4.2.12.2. Sobreajuste 

 

El sobreajuste ocurre cuando un algoritmo reduce su error memorizando los datos de 

entrenamiento en lugar de aprender la verdadera relación que existe entre las variables 

analizadas. Debido a que es probable que el conjunto de datos que utilizamos para 

entrenar la red contengan ruido, errores o que los datos que representan nuestra línea 

base no son representativos con la realidad del problema al tener pocos datos nos 

encontraremos con que, al llegar a cierto punto, al seguir mejorando el resultado, la red en 

el conjunto de entrenamiento comenzará a degradar el rendimiento en el conjunto de 

prueba, en ese momento se empezará a producirse el sobreajuste (Galvan, 2021). 

 

 

Gráfico 4. Ejemplo de cómo se produce el sobreajuste al entrenar una red. Elaborado por: Autores, 2022. 
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4.2.13. Random Forest 

 

Los bosques aleatorios o Random Forest son un esquema propuesto por Leo Breiman en 

la década de 2000 para construir un conjunto de predictores con un conjunto de árboles de 

decisión que crecen en subespacios de datos seleccionados al azar (Biau, 2012). El 

reconocimiento del poder adquirido por el método de bosques aleatorios se debe a que no 

se limita con una pequeña gama de procesos sino que este puede ser aplicado a varios 

problemas de predicción y además de que los parámetros que se aplican no son variados.  

Un árbol de regresión es un árbol binario que se compone de un nodo raíz, de nodos 

internos y de nodos terminales llamados hoja, representado en círculos como se representa 

en el gráfico 5. Cada nodo interno representa un subconjunto de las observaciones y un 

test binario que resulta en la generación de dos nodos hijos. El algoritmo de regresión 

consiste en dividir el espacio de las variables X en particiones homogéneas para obtener 

en la salida del árbol una predicción de la variable en función de los valores de X (Chardon, 

2019). 

 

Gráfico 5. Representación gráfica de un árbol de regresión.  (Ghardon, 2019). 

 

4.2.13.1. Arboles de Decisión 

 

Los árboles de decisión con métodos comúnmente utilizados en tareas de clasificación y 

regresión, la idea vino de un árbol ordinario. Su estructura se compone de una raíz y nodos, 
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ramas y hojas, de la misma manera se construye un árbol de decisión, de nodos que 

representan círculos y las ramas son representadas por segmentos que conectan los 

nodos. El árbol comienza hacia abajo, el nodo donde comienza se llama nodo raíz, el nodo 

de los extremos se llama nodo hoja. Dos o más ramas se pueden extender desde cada 

nodo interno. Un nodo representa una determinada característica mientras que las ramas 

representan un rango de valores. Estos rangos actúan como puntos de partición para el 

conjunto de valores de la característica dada (Ali et al., 2012). 

 

4.2.13.2. Construcción de un Bosque aleatorio 

 

La construcción de los bosques aleatorios está basada en la combinación de múltiples 

árboles de decisión. Se utiliza el algoritmo de partición binaria recursiva CART para la 

construcción de estos árboles ya que tiene la ventaja de poder utilizar tanto variables 

categóricas como numéricas como regresoras y acepta variables de estudio de ambas 

tipologías. Los principales parámetros a considerar para la construcción del modelo se 

presentan en el siguiente cuadro. 

 

Tabla 1. Parámetros para construir un Bosque Aleatorio. 

Parámetro Definición Valor por defecto 

mtry o m Número de variables aleatorias usadas en cada 
partición 

p/3 en regresión 

n Número de observaciones N 

max_depth Profundidad máxima del árbol Ninguno 

replace Usar o no reemplazo en la muestra SI 

min.node.size Número mínimo de unidades en un nodo final 1 clasificación y 5 
regresiones 

num.trees Número de árboles en el RF 500 o 1000 

splitrule Criterio usado para hacer las divisiones Gini impurity, Variance 
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Para la construcción de los bosques aleatorios nos basamos en el Algoritmo de Breiman 

(Cutler et al., 2012). A continuación, con los parámetros definidos seleccionamos el 

conjunto de entrenamiento S para cada uno de los j árboles que comprendan en RF. 

1. Obtener una muestra Bootstrap de tamaño n de S obteniendo así Sj 

2. Usar Sj como conjunto de entrenamiento aplicar partición binaria recursiva (CART) 

pero con las siguientes especificaciones: 

I. Empezar con todas las observaciones en el nodo raíz 

II. Para cada partición hasta que se cumpla el criterio de parada realizar: 

1) Seleccionar mtry predictores aleatorios. 

2) Hacer la partición óptima (según el splitrule) sobre esos mtry predictores. 

 

Las predicciones para regresión serán la medida de las observaciones que haya en el nodo 

terminal correspondiente y la moda para los árboles de clasificación 

 

 

  

Gráfico 6. Diagrama de funcionamiento de Random Forest.  (Cardellino, 2021). 

 

Una de las mayores ventajas que posee es que es fácilmente paralelizable y por lo tanto 

se acopla a varios sistemas de la vida real. Puede ser aplicado con éxito en ciencias de la 

predicción de la calidad del aire, en la ecología, para el reconocimiento de objetos 3D y 

bioinformática (Biau y Scornet, 2016). Este método es utilizado para la clasificación y 

regresión de datos, el cual está conformado por una serie de árboles de decisión aleatorios 

formados en la fase de entrenamiento el cual predice resultados promediados. Y a pesar 
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de que son ampliamente utilizados debido a su alto rendimiento se desconoce en su 

totalidad las propiedades matemáticas aplicadas, esto debido a que existe una disparidad 

entre la teoría y la práctica por la dificultad que representa analizar simultáneamente la 

estructura del árbol y el proceso de aleatorización (Scornet et al., 2015). 

 

 

4.2.14. Lenguaje de programación Python 

 

Python es un lenguaje de programación creado por Guido van Rossum a inicios de los 90  ́ 

s (Ortiz, 2010). Se trata de un lenguaje interpretado o de script, con tipado dinámico donde 

no hay necesidad de declarar el tipo de dato de cada variable, fuertemente tipado, donde 

no se permite tratar a una variable como si fuera de un tipo diferente al que es, 

multiplataforma y orientado a objetos donde los conceptos reales relevantes para nuestro 

problema se transforman en clases y objetos en nuestro programa (González, 2011).  

Un lenguaje interpretado o de script es aquel que se ejecuta utilizando un programa 

intermedio llamado intérprete, en lugar de compilar el código de lenguaje de máquina 

compilado que una computadora puede entender y ejecutar directamente. Los lenguajes 

compilados tienen la ventaja de ser más rápidos, sin embargo, los lenguajes interpretados 

son más flexibles y más portátiles (González, 2011). El hecho es que las tecnologías libres 

y abiertas tienen ventajas significativas sobre las tecnologías propietarias. La más 

importante de ellas es que puede usarse sin ningún costo de licencia (Ortiz, 2010).  

 

Este lenguaje de programación en las últimas décadas está ganando popularidad entre los 

intérpretes científicos y los desarrolladores, debido a que existe una gran diferencia con el 

lenguaje de programación R el cual simplemente está destinado al análisis de datos 

estadísticos. El lenguaje Python es un lenguaje muy variado y es utilizado para un sin 

número de aplicaciones distintas, como para el desarrollo de sitios web, desarrollo de 

software y juegos, computación científica y el acceso a bases de datos (Hao y Ho, 2019). 
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5. METODOLOGÍA  

 

5.1. Área de Estudio 

 

Para determinar las áreas de estudio, se seleccionaron las tres ciudades más importantes 

que tengan alta densidad poblacional, altas concentraciones de contaminantes 

atmosféricos, reconocimiento y estén distribuidas de forma idónea para el estudio. Las 

ciudades elegidas para representar al Ecuador fueron: Quito, Guayaquil y Cuenca. 

De esta manera, se eligió la ciudad de Quito porque ha sido el referente de la gestión a 

nivel nacional y al mismo tiempo, se considera un área nacional propensa a la 

contaminación del aire (Páez, 2022). Para el caso de la ciudad de Cuenca, se evidencia 

que la contaminación del aire ha alcanzado niveles significativos en los últimos años 

(Moyano, 2017), esto debido a muchos factores como el crecimiento poblacional y el 

aumento de la industria, además, teniendo en cuenta de que es una ciudad de gran índole 

turístico, por este motivo se ha tomado como área de estudio para el presente trabajo. 

Finalmente, se ha elegido a Guayaquil ya que es la ciudad más grande del país con una 

población de 1 952.029 habitantes, su economía gira entorno a la agricultura, comercio 

internacional a través de sus puertos y la movilidad y transporte que como consecuencia 

se presentan emisiones atmosféricas elevadas (Zambrano, 2014). 

A continuación, en el Gráfico 7 se presentan gráficamente las áreas de estudio detalladas 

anteriormente. 
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Gráfico 7. Mapa de la Zona de Estudio: Ecuador. Elaborado por: Autores, 2022. 

 

5.2. Obtención de Imágenes satelitales  

 

En esta investigación se utilizaron datos de concentración de NO2 Y SO2 a partir de 

imágenes satelitales Sentinel-5P mediante Google Earth Engine. Por otro lado las variables 

meteorológicas de precipitación, radiación, temperatura y componente U y V del viento 
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fueron obtenidas de dos plataformas distintas Giovanni NASA Y ERA 5 todas en un periodo 

de dos años desde el 1 de enero de 2019 hasta el 31 de diciembre de 2020.   

5.2.1. Imágenes de Sentinel-5P 

 

Para obtener las imágenes diarias de las concentraciones de los gases NO2 Y SO2 se 

empleó un código de programación utilizando algunas de las funciones y comandos de la 

interfaz de programación de Aplicaciones API de la plataforma GEE, escritas en lenguaje 

de programación JAVA de código abierto (Perilla y François, 2020). El proceso del mismo 

se detalla a continuación  

 

Gráfico 8. Diagrama de Flujo de proceso de obtención de imágenes satelitales Sentinel-5P. Elaborado por: 
Autores, 2022. 

 

A continuación se detallan las características de las variables de concentración de 

contaminantes de dióxido de nitrógeno y dióxido de azufre las mismas que fueron 

descargadas de la plataforma de GEE. 
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Tabla 2. Descripción de las variables de concentración de contaminantes. Elaborado por: Autores, 2022. 

Plataforma Variable Descripción Resolución Unidades 

Satélite Sentinel 5P 
a través de la 

plataforma Google 
Earth Engine 

Dióxido de 
Nitrógeno NO2 

Columna vertical 
troposférica de NO2 

0,01 x 0,01 
grados 

umol/m2 

Dióxido de 
Azufre SO2 

Densidad de columna 
vertical de SO2 a nivel del 

suelo 

0,01 x 0,01 
grados 

umol/m2 

5.2.2. Imágenes de datos meteorológicos. 

 

Para la estimación de la concentración espacial de contaminantes se optó por utilizar de la 

misma manera datos meteorológicos recuperados de imágenes satelitales. Esto debido a 

que son factores directos los cuales afectan de varias maneras la concentración de los 

contaminantes en las zonas de análisis. 

Para este análisis se utilizaron dos plataformas para la obtención de las imágenes 

satelitales. Se utilizó la plataforma ERA 5 para obtener los datos de temperatura y los 

componentes U y V del viento. Para obtener los datos de radiación y precipitación se utilizó 

la plataforma Geovanni de la NASA. La plataforma ERA permite descargar los datos en 

formato NetCDF y los datos se pueden obtener en una escala temporal horaria por lo que 

al momento de utilizarlos para el método se tuvo que promediar y de esta manera los datos 

podían ser transformados a una escala temporal diaria. Por otra parte, la plataforma 

Geovanni de la NASA permite descargar datos a una escala temporal variada por lo tanto 

debido al objetivo del proyecto los datos fueron descargados diariamente y en formato 

NetCDF. Todas las imágenes descargadas se encontraban en el Datum 84 (World 

Geodetic System 1984) y en el sistema de coordenadas UTM (Universal Transverse 

Mercator) 

A continuación, en el gráfico 9 se especifica el proceso de manera más detallada del cómo 

se obtuvieron las diferentes variables meteorológicas utilizando las dos plataformas.  



 

 

Bryam Montesdeoca Jara                                                                                                35 

Dayana Ortiz Morocho 

 

Gráfico 9. Diagrama de flujo de obtención de Imágenes satelitales de variables meteorológicas. Elaborado 
por: Autores,2022. 

 

Además, en la tabla 3 se especifica los diferentes parámetros que se descargaron en 

conjunto con las variables ya descritas. 

Tabla 3. Descripción de las variables meteorológicas. Elaborado por: Autores, 2022. 

Plataforma Variable Descripción Resolución Unidades 

Giovanni 
NASA 

Precipitación 
Es el proceso en el que el vapor de 
agua se condensa y forma gota de 

lluvia 

0,1 x 0,1 
grados 

mm/día 

Radiación 

La radiación de onda corta es la 
cantidad de radiación solar 

incidente absorbida en la superficie 
terrestre por área. 

0,1 x 0,1 
grados 

Wm-2 

ERA 5 

Temperatura Es la temperatura en la atmósfera 
0,25 x 0,25 

grados 
K 

Componente 
U del viento 

Es la velocidad horizontal del aire 
que se mueve hacia el este. 

0,25 x 0,25 
grados 

m/s 

Componente 
V del viento 

Es la velocidad horizontal del aire 
que se mueve hacia el norte. 

0,25 x 0,25 
grados 

m/s 
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5.3. Procesamiento de Imágenes Satelitales 

 

5.3.1. Extracción de los datos de las concentraciones de 

contaminantes de las Imágenes Satelitales Sentinel-5P. 

 

La extracción de los datos se realizó a través del software libre y de código abierto QGIS 

3.16.2. Mediante la herramienta “Píxeles ráster a puntos” y “Agregar atributos de 

geometría” la primera permitió convertir los valores de los píxeles de las capas ráster en 

capas vectoriales, la segunda nos posibilitó brindar coordenadas de latitud y longitud a los 

datos extraídos y finalmente extraer los puntos a archivos csv. 

 

5.3.2. Extracción de los datos de las variables meteorológicas a 

partir de Giovanni NASA Y ERA 5. 

 

De manera similar a los datos de concentración anteriores, los datos meteorológicos fueron 

procesados en el software QGIS 3.16.2, con la diferencia que para ellos se utilizó la 

herramienta “Resample” con el fin de igualar el tamaño del píxel de las imágenes Sentinel 

5P mediante el método de interpolación bilineal. Este método de interpolación bilineal 

reemplaza cada píxel faltante con un promedio ponderado de los píxeles más cercanos en 

el límite de los 4 píxeles adyacentes, los valores utilizados son inversamente 

proporcionales a la distancia entre el píxel de origen y los píxeles de destino (Agrafiotis, 

2014).  Para el caso de los datos obtenidos a partir de ERA 5 se tuvo que promediar los 

datos horarios para convertirlos en datos diarios. 
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Gráfico 10. Método de Interpolación Lineal. (Esri, 2019). 

 
 

Una vez los datos de las imágenes satelitales se hayan remuestreado, se procedió a utilizar 

las herramientas ya mencionadas para extraer los datos en formato Excel.  

 

5.3.3. Limpieza de datos  

 

Después de extraer los datos se procedió a limpiar los valores que debido al ruido se 

observan valores negativos en particular son regiones limpias excepto para valores atípicos 

es decir para columnas verticales menores a -0,001moles/m2. Además, se utilizó la 

herramienta Boxplot para eliminar los valores atípicos extremos, esta herramienta es un 

método de visualización del grado de dispersión de los datos donde se elige cuartiles y el 

rango intercuartílico como bases de juicio, que no se verá afectado por los valores atípicos 

(Li et al., 2016)  

Posteriormente los datos limpios fueron rellenados mediante el método de Imputación K-

Nearest Neighbors (KNN) el cual almacena todas las observaciones disponibles y clasifica 

nuevos casos basado en una media semejante (Bello et al., 2019). Posteriormente, se 

calcularon los promedios por áreas de estudio con las concentraciones diarias 

correspondientes, esto se repitió para cada área de estudio. 

Una vez extraídos todos los campos necesarios tanto las variables dependientes NO2 y 

SO2 y las variables independientes Precipitación, Radiación, Temperatura, Componente U 

y V del viento se estableció una base de datos para comenzar a trabajar con los métodos 

establecidos.  
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5.4. Determinación de las concentraciones de NO2 y SO2 mediante 

Redes Neuronales Recurrentes 

 

Para diseñar una red neuronal para predicciones se ha propuesto 8 pasos, los cuales los 

tres primeros se basan en la obtención y preprocesamiento de los datos, por lo tanto 

partimos del paso número 4 el cual consiste en la normalización y definición del conjunto 

de entrenamiento, prueba y validación, en el quinto paso se define paradigmas de las redes 

neuronales artificiales o la arquitectura, el paso 6 se basa en el entrenamiento de la red 

neuronal donde se especifica el número de iteraciones de entrenamiento y la bondad de 

ajuste, después, definimos los criterios de evaluación del modelo y finalmente la 

implementación de la red (Calopiña, 2014). 

 

5.4.1. Normalización 

 

Debido a las variables que se tomarán en cuenta para la realización del caso de estudio y 

la diferencia de escalas que presenta cada una, se optó por realizar una normalización 

para de esta manera facilitar el entendimiento de los resultados obtenidos, esto debido a 

que existe una gran variabilidad de escalas y rangos en los datos.  

Para realizar la normalización del datum se optó por utilizar el método de Distribución 

Normal Estándar, la cual es normalmente el método más utilizado y esto permite que los 

datos se aproximen a una distribución normal estándar. Es decir, los datos se acercan a 

una media aritmética de un valor correspondiente a cero y una desviación estándar de un 

valor de uno (Salazar et al., 2018). A continuación, en la ecuación 1 se describe la ecuación 

de la Distribución Normal Estándar. 

Ecuación 1. Distribución Normal Estándar. 

𝑦 =  
𝑥 −  𝜇

𝛩
 

 

Donde “𝑥” representa el valor que se desea normalizar, “𝜇” representa la media aritmética 

de la variable que se desea estandarizar y “𝛩” corresponde a la desviación estándar. 
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5.4.2. Arquitectura  

 

Hablamos de arquitectura cuando nos referimos al número de neuronas y la manera en la 

que se conectan en una red neuronal. Estas neuronas se agrupan en unidades 

estructurales denominadas capas las cuales al conectarse se le adiciona un valor llamado 

peso el cual determina la intensidad con la que el valor de la neurona es asociado con la 

siguiente neurona.  

Existen tres tipos de capas: Las de entrada, las ocultas o intermedias y las de salida. La 

determinación del número de capas y el número de neuronas en la capa oculta es un 

proceso complejo debido a que esto depende netamente del objetivo a realizar y la 

complejidad del mismo. En ese caso si lo que se desea obtener es mayor precisión en los 

resultados los más óptimo sería utilizar una gran cantidad de capas ocultas, sin embargo 

si un impedimento es el tiempo se puede optar por utilizar un número bajo de capas ocultas. 

Por otro lado, es muy importante que antes del diseño del método se analicen los datos 

para determinar una aproximación óptima del número de capas y número de neuronas para 

de esta manera evitar problemas de sobreajuste (Uzair & Jamil, 2020). 

Ya que toda red neuronal posee una capa de entrada para la realización se utilizó el número 

de neuronas correspondiente a todas las variables independientes. Para el número de 

capas ocultas no existe una fórmula que ayude a determinar su número óptimo, sin 

embargo, debido a la problemática y basándonos en el teorema de kolmogorov se optó por 

utilizar una capa oculta dado que se ha demostrado que para problemas de la misma 

magnitud es suficiente utilizar una capa (Stathakis, 2009). Y para el número de neuronas 

ocultas se utilizó 16, 32 y 64, ya que para determinar el número óptimo de neuronas se 

realiza es un proceso de prueba error y de esta manera evitar además un sobre ajuste con 

los datos de entrenamiento. 

 

5.4.3. Función de Activación 

 

La función de activación es un proceso que distorsiona de cierta manera los valores 

transmitidos por la neurona a la siguiente neurona añadiendo deformaciones no lineales y 

facilitando que la neurona realice un aprendizaje progresivo.  
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Se optó por utilizar la función de activación llamada Rectified Linear Unit (Unidad Lineal 

Rectificada) abreviada como ReLU, la misma que se comporta como una función lineal 

cuando es positiva y constante a 0 cuando el valor de entrada es negativo. Y se define de 

la siguiente manera (Banerjee et al., 2019). 

Ecuación 2. Función de activación Rectified Linear Unit (RELU). 

𝑓(𝑥)  =  𝑚á𝑥 (0, 𝑥) 

 

5.4.4. Algoritmo de Optimización 

 

Los algoritmos de optimización se describen como suavizadores de función numérica los 

cuales son utilizados para reducir el error. Estos optimizadores ayudan a reducir la pérdida 

que sufre el modelo cuando este se está entrenando y se utiliza para determinar el grupo 

de datos destinados al pronóstico los cuales se accede en el modelo mismo (Vani y Rao, 

2019). 

Para el algoritmo de optimización se utilizaron tres diferentes optimizadores de la librería 

keras entre ellos el optimizador RMSprop  utiliza el teorema de momentum que devuelve 

una lista de tres valores: el recuento de iteraciones, seguido del valor de la raíz cuadrada 

del núcleo y el sesgo de la capa densa única (Hinton et al., 2012), el algoritmo SGD es el 

optimizador de gradiente estocástico el cual incluye compatibilidad con el impulso, la 

disminución de la tasa de aprendizaje y el impulso de Nesterov (Velumani et al., 2021) y 

Optimizer.Adam donde implementa el algoritmo de Adam es un método de descenso de 

gradiente estocástico que se basa en la estimación adaptativa de momentos de primer y 

segundo orden (Kigman y Lei Ba, 2017). El último fue establecido como optimizador para 

nuestra red ya que mostró mejores resultados. 

 

5.4.5. Entrenamiento y validación 

 

Para crear el modelo de entrenamiento y realizar el ajuste se utilizó la métrica de Mean 

Square Error MSE ya que es la ideal para entrenar los modelos de regresión ya que toma 

el error entre un valor estimado y el valor real, lo eleva al cuadrado y calcula su promedio 
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(Lavín, 2021). Para efectividad del método lo que se realizará es una división de los datos 

recopilados 80-20, en donde 80 % de los datos serán utilizados para entrenar el método, 

es decir para determinar el valor de los pesos y el 20 % se utilizará para validar el método, 

en donde lo que se desea es medir el error. A esto se lo denomina validación cruzada. Los 

pesos se calculan de manera iterativa, de acuerdo a los valores de entrenamiento con el 

objetivo de reducir el error en la salida obtenida por la red neuronal y la salida deseada 

(Camilo, 2019).  Con la finalidad de tener un significado estadístico se determinó el número 

de iteraciones o el número de veces que el modelo repetiría el entrenamiento formando 

distintas agrupaciones con un valor de 30. El número de Épocas es el número de veces 

que se debe repetir el modelo observando la base de datos con la finalidad de hacer los 

ajustes en los pesos de la red, para bases de datos con pocos datos las épocas pueden 

variar entre 500 y 1 000 para una base de datos mayor el número de épocas aumentará 

respectivamente (Kumar, 2020). En cuanto a la validación del modelo se determinó usar el 

20 % de los datos utilizados para entrenar el modelo que corresponde al 80 % del total de 

datos, el cual sirvió para monitorear el entrenamiento. 

 

5.5. Determinación de las concentraciones de NO2 y SO2 mediante                      

Random Forest  

 

Como se ha comentado antes un bosque aleatorio (Random Forest) es una clasificación 

de conjunto que utiliza muchos árboles para predecir el resultado final del problema 

específico (Breiman, 2001). 

En primer lugar, obtenemos el conjunto de datos tanto de los datos de concentración como 

las variables meteorológicas a analizar el cual no se necesita ser normalizado 

anteriormente debido a que no causó ningún impacto en los resultados. Luego se 

seleccionó una muestra aleatoria del conjunto de datos y se construyó un árbol decisión 

para cada muestra que calculamos. Para ellos se debe considerar varias características 

entre ellas las más importantes son el número de árboles el cual para el tamaño del 

conjunto de datos podrían considerarse 100, 500 y 1 000; la profundidad máxima el cual 

son los niveles a los cuales se va a ir derivando el árbol en cada uno de los árboles de 

decisión que se va a generar y el mínimo de números de muestras para que sea 
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considerado un nodo hoja donde se considera cuántos elementos va a quedar al final de 

la ramificación (Geurts et al., 2006) . 

Para el caso de estudio se realizaron dos tipos de bosques, en el primero se consideró la 

profundidad máxima de las raíces, las cuales se determinaron a través del método de 

prueba error, se consideró que 5, 15 y 25 son los valores más adecuados para dicha 

característica y el segundo se tomó como prioridad el número mínimo de muestras para 

que se considere un nodo hoja considerando la misma cantidad de 5, 15 y 25. El número 

de repeticiones se consideró el mismo que para el método anterior el cual se determinó 30 

repeticiones.     

Para activar el logaritmo de Random Forest utilizamos la función de 

RandomForestRegressor ya que utiliza el promedio para mejorar la precisión predictiva y 

controlar el sobreajuste. 

 

5.6. Análisis Estadístico de los Datos de Predicción  

 

En este estudio se realizó la comparación de las predicciones entre áreas de estudio y la 

comparación de las predicciones entre los días 1 hasta el día 5 hacia adelante. Para 

realizar las pruebas estadísticas a los datos de la investigación se realizó en el mismo 

código de programación Python donde se realizó la predicción. Los análisis estadísticos 

que se realizaron para ambos métodos de predicción son los mismos. 

 

5.6.1. Determinación de la bondad de ajuste  

 

Las pruebas de bondad de ajuste se utilizan para contrastar si los datos de la muestra 

pueden considerarse que proceden de un determinado conjunto de observaciones, en 

resumen, permiten verificar que tipo de distribución siguen nuestros datos y por lo tanto 

qué pruebas podemos llevar a cabo en el contraste estadístico, para este caso se usó las 

métricas con los datos predichos con los datos del conjunto de entrenamiento. (Romero, 

2016).  
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Para la predicción mediante Redes Neuronales Recurrentes ello se utilizó el coeficiente de 

determinación (R2), el mismo que es una medida representativa para el cambio de 

porcentaje de una variable dependiente o explicativa la cual es explicada por un conjunto 

de variables independientes (Rodríguez et al., 2022). El coeficiente de determinación 

básicamente es el grado de variación que tienen 2 conjuntos de números al mismo tiempo 

y estos valores son más fáciles de entender para la mayoría de las personas y es 

básicamente el coeficiente de correlación elevado al cuadrado (Brown, 2003).  

La ecuación es definida como: 

Ecuación 3. Coeficiente de determinación. 

 

 

Donde yiobs es el rendimiento observado, yisim es el rendimiento simulado, ȳobs corresponde 

al rendimiento medio observado, ȳsim es el rendimiento medio simulado y n es el número 

total de observaciones.  

 

5.6.2. Determinación de pruebas de error 

 

Las pruebas de error se usan para interpretar los datos obtenidos de nuestra predicción 

con el objetivo de saber si se ha cumplido o no los objetivos propuestos y la viabilidad de 

poder duplicar la metodología para otros fines. En este caso, para determinar el error se 

utilizaron las predicciones que da el modelo en el conjunto de test. 

 

5.6.2.1. Error Cuadrático Medio 

 

El Error cuadrático medio (RMSE) es la raíz cuadrada del promedio de la diferencia al 

cuadrado entre los valores obtenidos y las observaciones. Es utilizado como una métrica 

estadística estándar para medir el rendimiento del modelo en estudios de meteorología, 

calidad del aire e investigación climática. La suposición subyacente al presentar RMSE es 

que los errores no están sesgados y siguen una distribución normal por lo tanto usar RMSE 
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ayuda a brindar una imagen completa de la distribución del error (Chai y Draxler, 2014). El 

RMSE es definido como: 

Ecuación 4. Error cuadrático medio. 

 

 

Donde m es la longitud de la serie temporal, yi es el valor observado ŷi es el valor simulado. 

 

5.6.2.2. Sesgo Porcentual (PBIAS) 

 

PBIAS proporciona información sobre la tendencia del modelo a sobreestimar (valores 

negativos) o subestimar (valores positivos) la variable de interés (Gupta et al., 1999). El 

valor óptimo de PBIAS es 0, lo que indica valores de baja magnitud de simulación precisa 

del modelo. Los valores positivos indican sesgo de sobreestimación del modelo y los 

valores negativos indican sesgo de subestimación del modelo (Moriasi et al., 2007). 

PBIAS se calcula mediante la ecuación: 

Ecuación 5. Sesgo porcentual. 

 

 

Donde PBIAS es la desviación de los datos evaluados (%), Yiobs y Yisim corresponden al 

rendimiento observado y simulado por el modelo respectivamente y n se refiere al número 

total de observaciones. 

 

5.6.2.3. Error Porcentual Absoluto Medio (MAPE) 
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El MAPE es un indicador del desempeño que mide el tamaño del error en términos 

porcentuales. Se calcula como el promedio de los errores porcentuales sin considerar el 

signo. La métrica tiene valiosas propiedades estadísticas porque utiliza todas las 

observaciones y tiene la variación más pequeña de muestra a muestra (Niño, 2018). 

Ecuación 6. Error porcentual absoluto medio. 

 

 

Donde n es el número de muestras, Dt es el valor actual y Ft es la estimación. La función 

de pérdida de la medida es la del error absoluto. 
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6. RESULTADOS 

 

En la investigación realizada durante el desarrollo de esta tesis no se cuenta con 

información de tráfico ni densidad de población, la base de datos utilizada únicamente 

contiene información sobre variables de concentración de contaminantes SO2 y NO2 y 

variables meteorológicas en estudios realizados se determinó que la variables 

meteorológicas que intervienen más en la concentración futura de los contaminantes son: 

Precipitación, Radiación, Temperatura, Velocidad y dirección del viento (Componente U y 

V del viento). Debido a que Ecuador es un área con características topográficas y climáticas 

muy variadas se eligió las tres ciudades más importantes Quito, Guayaquil y Cuenca para 

representarlo, adaptándonos a la información existente. 

Los modelos de Redes Neuronales Recurrentes y Random Forest fueron implementados 

para predecir la concentración de los contaminantes NO2 y SO2 desde uno hasta cinco días 

de antelación para cada ciudad. A continuación, se presenta los siguientes resultados: 

 

6.1. Análisis inicial para concentraciones de Dióxido de Azufre SO2 

 

Las siguientes figuras muestran la serie temporal de la variable respuesta y gráficos de 

dispersión por pares de variables, considerando la variable independiente (SO2) y las 

dependientes de cada área de estudio. 
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6.1.1. Cuenca 

 

Gráfico 11. Concentraciones diarias de SO2 de Cuenca. 

 

En Cuenca se puede observar que existe una tendencia de aumento de concentraciones 

de dióxido de azufre en los meses de Julio y agosto y las concentraciones más bajas en 

los meses de noviembre hasta mayo. 

 
Gráfico 12. Dispersión de SO2 de Cuenca con respecto a las variables meteorológicas. 
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La ilustración número cuatro nos demuestra que, para la gran mayoría de las variables 

utilizadas en el método, la distribución obtenida para la precipitación en relación con la 

concentración de SO2 es la que más dispersa se encuentra. Y además observamos que la 

variable que posee una menor dispersión es la variable de temperatura puesto que los 

datos son más cercanos entre sí. 

Tabla 4. Coeficiente de correlación lineal de la ciudad de Cuenca. 

Coeficiente de correlación 

  SO2 

Precipitación -0,230647533 

Radiación 0,464741366 

Temperatura 0,322406611 

U-Viento -0,325305037 

V-Viento 0,3528424 

 

En la tabla a continuación se puede observar la correlación que tienen las variables 

meteorológicas con la concentración de la variable SO2 en la ciudad de Cuenca. Podemos 

observar que la variable radiación es la que posee una correlación mayor positiva en 

comparación con las demás variables. 

6.1.2. Guayaquil 

 
Gráfico 13. Concentraciones diarias de SO2 de Guayaquil. 
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En la ciudad de Guayaquil se puede observar concentraciones más elevadas en 

comparación con la ciudad de Cuenca mostrando concentraciones más elevadas en los 

meses de marzo y abril en comparación con los meses de julio y agosto donde las 

concentraciones son menores donde las temperaturas son más bajas. 

 
Gráfico 14. Dispersión de SO2 de Guayaquil con respecto a las variables meteorológicas. 

 

El comportamiento de las variables en Guayaquil es muy parecido a lo observado en 

Cuenca, con la diferencia que las variables de precipitación con la variable de 

concentración SO2 se encuentran dispersas por lo tanto se puede considerar que existe 

una escasa relación entre ambas. 
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Tabla 5. Coeficiente de correlación lineal de la ciudad de Guayaquil. 

Coeficiente de correlación 

  SO2 

Precipitación 0,163442646 

Radiación -0,139379599 

Temperatura -0,318572022 

U-Viento 0,324640863 

V-Viento 0,055833386 

 

La siguiente tabla expresa los valores de correlación los cuales corresponden a la ciudad 

de Guayaquil y como se puede observar el mejor valor es el que se calcula con la 

componente u del viento lo que quiere decir que el viento que se mueve de Este a Oeste 

es el predominante. 

 

6.1.3. Quito  

 

 
Gráfico 15. Concentraciones diarias de SO2 de Quito. 

 

De la misma manera en la ciudad de Quito se puede observar una tendencia a aumentar 

las concentraciones en temporadas de verano que consiste en junio, julio y agosto y las 
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concentraciones mínimas se presentan en los meses de diciembre hasta abril que 

corresponde a los meses de invierno. 

 
Gráfico 16. Dispersión de SO2 de Quito con respecto a las variables meteorologías. 

 
 

El comportamiento de las variables en Quito es muy parecido a lo observado en las áreas 

de estudio anteriores. Sin embargo, muestra la misma escasa relación con la variable de 

precipitación. 

Tabla 6. Coeficiente de correlación lineal de la ciudad de Quito. 

Coeficiente de correlación 

  SO2 

Precipitación -0,262566488 

Radiación 0,452826387 

Temperatura 0,424300525 

U-Viento -0,284139627 

V-Viento 0,46612052 
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La siguiente tabla nos indica la correlación que poseen las distintas variables analizadas 

en comparación con las del SO2 en la que el valor más alto son las que expresa la variable 

del componente V del viento, por lo tanto se puede expresar que el viento que se mueve 

de Norte a Sur es el predominante. 

 

6.2. Análisis inicial para concentraciones de Dióxido de Nitrógeno NO2 

 

Las siguientes figuras muestran la serie temporal de la variable respuesta y gráficos de 

dispersión por pares de variables, considerando la variable independiente (NO2) y las 

dependientes. 

 

6.2.1. Cuenca 

 
Gráfico 17. Concentraciones diarias de NO2 de Cuenca. 

 

Para el caso de los gases de NO2 emitidos en la ciudad de Cuenca se puede observar una 

tendencia similar al de SO2 donde muestra que las concentraciones van aumentando 

desde el mes de junio hasta septiembre y disminuyen desde los meses de octubre hasta 

abril. 
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Gráfico 18. Dispersión de NO2 de Cuenca con respecto a las variables meteorológicas. 

 

Las distribuciones de las variables concuerdan con lo que se esperaba, es decir, cierta 

tendencia a describir distribuciones normales, y otras como la radiación con sesgo positivo 

y la precipitación con sesgo positivo aún más marcado. En los gráficos de la primera 

columna, se aprecia que las variables predictoras no presentan relación con la variable 

respuesta, los puntos están dispersos en toda la escala de las variables. Por otro lado, 

tampoco se observa relación entre las variables predictoras. 

Tabla 7. Coeficiente de correlación lineal de la ciudad de Cuenca. 

Coeficiente de Correlación 

 NO2 

Precipitación -0,129592386 

Radiación 0,40461519 

Temperatura 0,349539158 

U-Viento -0,427519407 

V-Viento 0,398884773 
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En la tabla 7 se puede apreciar la correlación entre cada variable meteorológicas con 

respecto a la variable de concentración de gases de NO2, en la cual las variables de 

Radiación y Componente U del viento presentan una mejor relación mientras que la 

precipitación presenta una relación muy baja con respecto a la variable objetivo. 

 

6.2.2. Guayaquil 

 

  
Gráfico 19. Concentraciones diarias de NO2 de Guayaquil. 

 

La tendencia de contaminación de gases de NO2 en la ciudad de Guayaquil muestra un 

crecimiento de concentraciones en los meses de febrero, marzo y abril y concentraciones 

bajas en los meses de junio, julio y agosto. 
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Gráfico 20. Gráfico de dispersión de NO2 de Guayaquil con respecto a las variables meteorológicas. 

 

El comportamiento de las variables en Guayaquil es muy parecido a lo observado en 

Cuenca. 

Tabla 8. Coeficiente de correlación lineal de la ciudad de Guayaquil 

Coeficiente de Correlación 

 NO2 

Precipitación 0,33887621 

Radiación -0,35449445 

Temperatura -0,31734489 

U-Viento 0,31927359 

V-Viento 0,07953216 

. 
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Para el caso de Guayaquil, la relación entre variables es menor en comparación con la 

ciudad de Cuenca, mostrando una relación mayor con la radiación y precipitación, en lo 

que se refiere al viento podemos decir que el componente U tiene mayor relación con 

respecto al componente V lo que quiere decir que el viento que se mueve de Este a Oeste 

es el predominante. 

 

6.2.3. Quito 

 

 
Gráfico 21. Concentraciones diarias de NO2 de Quito. 

 

El comportamiento de las variables en Quito es muy parecido a lo observado en Cuenca y 

Guayaquil. 
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Gráfico 22. Dispersión de NO2 en Guayaquil con respecto a las variables meteorológicas. 

 

Con respecto a la ciudad de Quito, la relación entre las variables es baja, teniendo una 

mayor relación con las variables de temperatura radiación y Componente V del viento y 

como se pudo apreciar en las áreas de estudio anteriores la variable de precipitación es la 

que menor relación muestra con la variable de concentración. 

Tabla 9. Coeficiente de Correlación lineal de la ciudad de Quito. 

Coeficiente de Correlación 

 NO2 

Precipitación -0,2675582 

Radiación 0,36549768 

Temperatura 0,48002824 

U-Viento -0,35380844 

V-Viento 0,39445136 
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6.3. Análisis inicial de Variables Meteorológicas para NO2 y SO2 

 

Las variables meteorológicas que se tomaron en cuenta para el pronóstico de emisiones 

de SO2 y NO2 fueron: Precipitación, Radiación, Temperatura y Componentes U y V del 

viento. En el Ecuador, estas variables cambian dependiendo la ciudad o la región en la que 

nos encontramos, por ello analizamos todas las variables de cada área de estudio. 

 

6.3.1. Variables Meteorológicas en Cuenca 

 

 
Gráfico 23. Precipitaciones diarias de Cuenca. 

 
La figura anterior muestra la cantidad de lluvia que cae durante un día en la ciudad de 

Cuenca. puedes observar que la concentración de lluvia en los meses de enero hasta mayo 

es elevada con un aumento en la precipitación en el año 2020, con concentraciones 

máximas de precipitación de 4,59 mm en el mes de marzo y concentraciones mínimas de 

0,025 mm en el mes de agosto. 
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Gráfico 24. Radiación diaria de Cuenca. 

 

La radiación es la energía emitida por el sol mediante ondas electromagnéticas, las mismas 

que muestran valores elevados para los meses secos de julio, agosto y septiembre, en 

comparación de los meses lluviosos de enero, febrero, marzo, abril y mayo. En el año 2019 

la radiación fue más alta mostrando valores máximos de 0,065 Wm-2 al comparar con el 

año 2020 donde muestran valores máximos de radiación de 0,059 Wm-2 el mismo que 

presenta valores más bajos. 

 
Gráfico 25. Temperatura diaria de Cuenca. 
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En el gráfico 25, los valores de temperatura diaria en la ciudad de Cuenca muestra valores 

de temperatura más altas en los meses desde junio hasta octubre y temperaturas más 

bajas en los meses de enero hasta marzo y noviembre y diciembre. 

 
Gráfico 26. Componente U del viento diario de Cuenca. 

 

El componente U del viento indica la velocidad del viento que se mueve desde el Este hacia 

el Oeste. En la figura muestra valores dispersos con valores mínimos en los meses de julio, 

agosto y septiembre lo que indica que el viento hacia el Este es predominante y valores 

más elevados en los demás meses del año, esto indica que el viento hacia el Oeste es el 

predominante. 

 
Gráfico 27. Componente V del viento diario de Cuenca. 



 

 

Bryam Montesdeoca Jara                                                                                                61 

Dayana Ortiz Morocho 

 

El componente V del Viento es la velocidad del viento que se dirige desde el Norte hacia 

el Sur. En la figura muestra valores elevados con 0,44 m/s en los meses de julio, agosto y 

septiembre en los dos años de estudio a diferencia de los meses de enero hasta mayo y 

noviembre hasta diciembre con valores de -0,28 m/s.  

 

6.3.2. Variables Meteorológicas en Guayaquil 

 

 
Gráfico 28. Precipitaciones diarias de Guayaquil. 

 

La precipitación en la ciudad de Guayaquil es distinta a diferencia de las otras áreas de 

estudio por la ubicación de este punto. Aquí podemos apreciar que los meses con valores 

más elevados son los meses de enero hasta abril y los últimos dos meses noviembre y 

diciembre en el año 2019 y para el año 2020 la precipitación aumentó en el primer trimestre 

y el último trimestre. 
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Gráfico 29. Radiación diaria de Guayaquil. 

 

La radiación en Guayaquil muestra valores elevados con un máx.=0,13 Wm-2 lo que indica 

que la radiación es más alta en esta área de estudio. El valor mínimo e irradiación fue de 

0,033 Wm-2 mostrando una tendencia marcada en los valores elevados en los meses de 

junio hasta octubre y los valores más pequeños en los meses de enero hasta marzo y 

septiembre hasta diciembre. 

 
Gráfico 30. Temperatura diaria de Guayaquil. 
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La temperatura en el gráfico 30 muestra una tendencia más lineal ya que los valores no 

varían mucho a lo largo de todo el tiempo de estudio. En los meses de junio a agosto 

muestra cierta elevación en estos valores. 

 
Gráfico 31. Componente U del viento diario de Guayaquil. 

 

El gráfico 31 muestra la distribución temporal del componente U del Viento donde los 

valores más altos se registran en los meses de enero, febrero, marzo, abril y mayo con un 

máx. = 4,09 m/s hacia el este y un máx. = -3,08 m/s hacia el oeste. Cabe recalcar que el 

signo indicar la dirección del viento siendo así el signo positivo indica la dirección del viento 

hacia el este y el signo negativo indica que el viento se dirige hacia el oeste. 

 
Gráfico 32. Componente V del viento diario de Guayaquil. 
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Con respecto al Componente V del Viento observamos en el gráfico anterior que no 

muestra una tendencia marcada pero muestran valores máximos de 2,38 m/s de Norte a 

Sur, además los valores máximos en sentido contrario de -2,81 m/s donde el signo negativo 

indica que los vientos van de Sur a Norte. 

 

6.3.3. Variables Meteorológicas en Quito 

 

 
Gráfico 33. Precipitación diaria de Quito. 

 

En la ciudad de Quito, la precipitación mostrada en el gráfico 33 se puede apreciar que los 

meses de enero hasta mayo los valores de precipitación son elevados con valores de 4,97 

mm. Los meses donde menos lluvia presentan son los meses desde junio hasta septiembre 

con valores promedio de 0,34 mm, registrando los meses más secos. Para el año 2020 los 

valores de precipitación son más elevados con un máximo de 5,12 mm, cabe recalcar que 

para este año los valores de precipitación se mantuvieron elevados. 
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Gráfico 34. Radiación diaria de Quito. 

 

El gráfico 34 mostró los valores de radiación a través de todo el tiempo de estudio donde 

muestra una tendencia a mostrar valores más elevados de máx.=0,11 Wm-2 que 

corresponden a los meses más secos desde junio hasta septiembre. Mientras que los 

meses que muestran valores más bajos son octubre, noviembre y diciembre con valores 

de 0,061 Wm-2. 

 
Gráfico 35. Temperatura diaria de Quito. 
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Los valores en el gráfico 35 corresponden a la temperatura registrada en Quito durante los 

años 2019 y 2020. En la misma podemos observar que los valores más altos de 

temperatura se pueden apreciar en los meses de junio, julio, agosto y septiembre.  

 

 
Gráfico 36. Componente U del viento diario de Quito. 

En lo que respecta al Componente U del viento en Quito podemos observar en el gráfico 

36 que los valores más elevados son de 0,83 m/s desde el Este hacia el Oeste y -0,79 m/s 

que va en sentido contrario. Esto quiere decir que los meses de enero hasta mayo y octubre 

hasta diciembre los vientos se dirigen hacia el oeste, a diferencia de los meses de junio, 

julio, agosto y septiembre los vientos se dirigen hacia el Este. 

 
Gráfico 37. Componente V del viento diario de Quito. 
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El gráfico anterior muestra la dirección y velocidad del viento de Norte a Sur y viceversa, 

donde, los valores más elevados 0,41 m/s en sentido de Norte a Sur corresponden a los 

meses de junio, julio, agosto y septiembre y los más altos 0,44 m/s en sentido de Sur a 

Norte que se registran desde octubre hasta marzo. 

 

6.4. Resultados sobre la variable SO2 y NO2 

 

6.4.1. Redes neuronales 

 

Se utilizó la normalización Zscore en las variables independientes para que faciliten el 

entrenamiento de las redes. Se utilizó el optimizador Adam con el hiperparámetro 

learning_rate=0,001. En general el entrenamiento de las redes neuronales se realizó con 

1000 épocas, es decir 1000 pasadas del conjunto de datos completo para ajustar los pesos 

de la red. Todo fue realizado en el entorno Google Colab que usa el lenguaje Python, y las 

librerías Keras y Tensorflow para facilitar la construcción de las redes. 

Para las 3 ciudades se entrenaron varias configuraciones de redes neuronales siguiendo 

el siguiente diseño experimental. 

Tabla 10. Tabla de diseño experimental de redes neuronales. 

Capas ocultas 1 

Función de activación ReLU 

Número de repeticiones de cada configuración 30 

Número de épocas 1000 

Número de neuronas en la capa oculta 16, 32, 64 

Número de retrasos 0, 1, 2, 3, 4 

Días hacia adelante para la predicción 1, 2, 3, 4, 5 
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Las siguientes figuras muestran el progreso del entrenamiento de la red en función de las 

épocas, para la predicción de SO2 para 1 día hacia adelante. La arquitectura de la red 

utilizada fue: 1 capa oculta, 64 neuronas, y un número de retrasos de 2. 

 

6.4.1.1. Predicción del SO2 mediante Redes Neuronales 

Recurrentes. 

 

 
Gráfico 38. Entrenamiento de la red neuronal en función de las épocas del SO2. 

  

Se puede apreciar que conforme avanza el entrenamiento, el error en el conjunto de 

entrenamiento sigue decreciendo. Sin embargo, alrededor de la época 300 el error en el 

conjunto de validación empieza a aumentar ligeramente, lo cual es un indicador de que 

está iniciando la etapa de sobreajuste (overfitting), por lo que se debería detener el 

entrenamiento alrededor de tal época. Se usó la función EarlyStopping de Keras para 

detener el entrenamiento cuando el error de validación empezó a subir. Las siguientes 

figuras muestran el avance y finalización del entrenamiento. 
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Gráfico 39. Entrenamiento de la red neuronal aplicando detección temprana del error de validación del SO2. 

 

El gráfico 39 muestran que el entrenamiento se detuvo en la época 350 y que en este punto 

se obtuvo la red con el entrenamiento óptimo. 

A continuación, en el gráfico 40 muestra la relación entre los valores de SO2 verdaderos y 

los valores predichos por la red entrenada para el conjunto de prueba. 

 
Gráfico 40. Gráfico de relación de valores reales y valores predichos del SO2. 
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En un ajuste perfecto, los puntos caerían sobre la línea azul. Analizamos los residuos entre 

el valor verdadero y el valor predicho por la red. Se puede observar que existe una relación 

entre los valores reales y los valores predichos.  

  
Gráfico 41. Histograma del error de predicción del SO2. 

 

Los valores de los errores tienden a seguir una distribución normal y el valor central tiende 

a 0. Este es un indicador de que el modelo está capturando algún patrón entre las variables 

independiente y la dependiente. 

El proceso anterior se repitió 30 veces con una inicialización diferente de los pesos de la 

red y con una partición diferente del conjunto inicial para el entrenamiento y la prueba. Las 

siguientes tablas muestran los resultados del promedio y desviación estándar de las 

métricas de evaluación de bondad de ajuste (R2 o coeficiente de determinación) y de error 

(MAPE, RMSE y PBIAS).  

 

 

 

 

 

 



 

 

Bryam Montesdeoca Jara                                                                                                71 

Dayana Ortiz Morocho 

Tabla 11. Resultados de análisis de Redes Neuronales Recurrentes para SO2 de Cuenca. 

 
 

En la tabla muestra el resultado de las diferentes arquitecturas donde se puede decir que 

el modelo que mejor resultados mostró fue con la arquitectura de 64 neuronas, ahora bien, 

teniendo en cuenta el número de retrasos observamos que mientras menor sea el número 

de retraso mejores son los valores de validación, teniendo el retraso óptimo para todos los 

modelos un valor de 0. Además la bondad de ajuste va disminuyendo de acorde los días 

de predicción vayan aumentando, se tomó en cuenta todas la métricas de validación para 

elegir el mejor resultados tendiendo como la mejor predicción  para el primer día con un 

R2=0,96, MAPE=0,08, RMSE=4,06 y PBIAS=0,7, seguido del día 2 con un R2=0,95, 

MAPE=0,08, RMSE=0,08 y PBIAS=0.08 obteniendo el mejor porcentaje de subestimación 

menor, el día 3 muestra un R2=0,94, MAPE=0,1, RMSE=5,23 y PBIAS=0,8 lo que indica 

que la bondad de ajuste es buena pero el RMSE aumenta, para el día 4 tenemos un 

R2=0,92, MAPE=0,11, RMSE=5,81 y PBIAS=0,74 y para el día 5 tenemos un R2=0,91, 

MAPE=0,11, RMSE=6,19 y PBIAS=0,68 donde se puede observar que el valor de RMSE 

es el más alto. 
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Tabla 12. Resultados de análisis de Redes Neuronales Recurrentes para SO2 de Guayaquil. 

 
 

 
Según el modelo de predicción, para Guayaquil presentan una bondad de ajuste más baja 

que en Cuenca. Podemos decir que el número de neuronas influye de manera importante 

ya que mientras menos neuronas tenga la bondad de ajuste disminuye al igual que el 

número de retrasos debido a que mientras más números de retrasos presenta el modelo 

menor es la bondad de ajuste. Con respecto a la mejor predicción hecha se puede 

considera que el día 1 fue la mejor predicción con un R2=0,87, MAPE=0,05, RMSE=8,49 y 

PBIAS=0,4, seguido de un R2=0,85, MAPE=0,06, RMSE=10,7 y PBIAS=0,69 y se mantiene 

disminuyendo para los días siguientes pronosticados. Los valores más bajos registrados 

corresponden a los retrasos de valor 4. 
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Tabla 13. Resultados de análisis de Redes Neuronales Recurrentes para SO2 de Quito.

 

 

 

Para la ciudad de Quito, tenemos la tabla de resultados donde podemos observar que el 

número de retrasos marca una diferencia con respecto a la bondad de ajuste y las métricas 

de validación. Sin embargo, el número de neuronas no afecta mucho ya que no hay mucha 

diferencia entre los valores presentados. Los valores más destacados para análisis se 

pueden observar que la bondad de ajuste es más alta cuando el pronóstico es más cercano 

caso contrario cuando el día a pronosticar se aleja tanto la bondad de ajuste disminuye y 

el error tiende a aumentar. Por ejemplo para el día 1 tiene un R2=0,86, MAPE=0,06, 

RMSE=4,33 y PBIAS=0,55 mostrando los mejores resultados y para el día 5 podemos ver 

que tiene un R2=0,82, MAPE=0,07, RMSE=4,87 y PBIAS=0,71mostrando los resultados 

más bajos en comparación con los demás días. 

 

6.4.1.2. Predicción del NO2 mediante Redes Neuronales 

Recurrentes. 

 

Las siguientes figuras muestran el progreso del entrenamiento de la red en función de las 

épocas, para la predicción de NO2 para 1 día hacia adelante. La arquitectura de la red 

utilizada fue: 1 capa oculta, 64 neuronas, y un número de retrasos de 2. 



 

 

Bryam Montesdeoca Jara                                                                                                74 

Dayana Ortiz Morocho 

 
Gráfico 42. Entrenamiento de la red neuronal en función de las épocas para el NO2. 

 

Para el caso del NO2 podemos apreciar que conforme avanza el entrenamiento, el error en 

el conjunto de entrenamiento sigue decreciendo. Además, hay que tener en cuenta que no 

existe mucha diferencia entre el error en el conjunto de entrenamiento y el error en el 

conjunto de validación son muy similares. Para este caso también se aplicó la función 

EarlyStopping para saber cuándo se detiene el entrenamiento. Las siguientes figuras 

muestran el avance y finalización del entrenamiento. 

 
Gráfico 43. Entrenamiento de la red neuronal aplicando detección temprana del error de validación del NO2. 

 

Estas figuras muestran que el entrenamiento se detuvo en la época 300 y que en este 

punto se obtuvo la red con el entrenamiento óptimo. 
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El siguiente gráfico muestra la relación entre los valores de NO2 verdaderos y los valores 

predichos por la red entrenada para el conjunto de prueba. 

 
Gráfico 44. Gráfico de relación de valores reales y valores predichos del NO2 para Redes Neuronales 

Recurrentes. 

En un ajuste perfecto, los puntos caerían sobre la línea azul. Analizamos los residuos entre 

el valor verdadero y el valor predicho por la red. 

 
Gráfico 45. Histograma de error de predicción del NO2 para Redes Neuronales Recurrentes. 
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Los valores de los errores tienden a seguir una distribución normal y el valor central tiende 

a 0. Este es un indicador de que el modelo está capturando algún patrón (si lo hay) entre 

las variables independiente y la dependiente. 

De la misma manera, para este contaminante, el proceso anterior se repitió 30 veces con 

una inicialización diferente de los pesos de la red y con una partición diferente del conjunto 

inicial para el entrenamiento y la prueba. Las siguientes tablas muestran los resultados del 

promedio y desviación estándar de las métricas de evaluación de bondad de ajuste y de 

error. 

Tabla 14. Resultados de análisis de Redes Neuronales Recurrentes para NO2 de Cuenca. 

 
 

 

Podemos observar en la tabla que el modelo nos da mejores resultados cuando aumenta 

el número de neuronas, esto da significado puesto que para todos los días predichos los 

valores más certeros tomando en cuenta las métricas de validación se dan para las sesenta 

y cuatro neuronas. Además, cuando consideramos más variables “ficticias” es decir las 

variables creadas con retrasos, el rendimiento general no mejora significativamente.  

Finalmente se puede observar que mientras se trata de predecir un día más alejado, la 

bondad de ajuste de los modelos tiende a descender. Los mejores resultados en cuanto a 

un balance de las métricas de bondad de ajuste y de error se presentan en resaltadas en 

negrita. Para la ciudad de Cuenca los mejores valores pronóstico en 1 día fueron de 

R2=0,81, MAPE=0,09, RMSE=0,54, PBIAS=0,98. Para el pronóstico en dos días los valores 
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fueron de R2=0,82, MAPE=0,11, RMSE=0,63, PBIAS=0,97. Para el pronóstico en tres días 

los valores fueron de R2=0,77, MAPE=0,1, RMSE=0,59, PBIAS=0,81. Para el pronóstico 

en cuatro días los valores fueron de R2=0,77, MAPE=0,12, RMSE=0,69, PBIAS=1,47. Para 

el pronóstico en cinco días los valores fueron de R2=0,77, MAPE=0,11, RMSE=0,67, 

PBIAS=1,5. 

Tabla 15. Resultados de análisis de Redes Neuronales Recurrentes para NO2 de Guayaquil. 

 
 

De igual manera, para la ciudad de Guayaquil se nota que un número de neuronas alto 

representa mejores resultados tomando en cuenta de igual manera las métricas de 

validación y la bondad de ajuste. Además, cuando consideramos las variables “ficticias” es 

decir las variables creadas con retrasos, podemos observar que para todos los días 

pronosticados el número de retrasos adecuado es el de 2. Los mejores valores pronóstico 

de 1 día fueron de R2=0,85, MAPE=0,07, RMSE=0,79, PBIAS=0,81. Los mejores valores 

pronosticados en 2 días fueron de R2=0,83, MAPE=0,08, RMSE=0,86, PBIAS=0,95. Los 

mejores valores pronosticados en 3 días fueron de R2=0,79, MAPE=0,09, RMSE=0,94, 

PBIAS=1,09. Los mejores valores pronosticados en 4 días fueron de R2=0,77, MAPE=0,09, 

RMSE=0,96, PBIAS=0,84. Los mejores valores pronosticados en 5 días fueron de R2=0,75, 

MAPE=0,09, RMSE=0,98, PBIAS=1,14. De Igual forma el pronóstico para días más 

alejados representa valores inadecuados que los primeros días. Los mejores resultados en 

cuanto a un balance de las métricas de bondad de ajuste y de error se presentan en 

resaltadas en negrita. 
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Tabla 16. Resultados de análisis de Redes Neuronales Recurrentes para NO2 de Quito. 

 
 

La ciudad de Quito sigue el mismo patrón que se presentó en las dos otras ciudades. 

Siendo que un número de neuronas alto representa mejores resultados. En este caso 

cuando consideramos las variables “ficticias” es decir las variables creadas con retazos, 

podemos observar que para todos los días pronosticados el número de retrasos adecuado 

va desde 3 hasta 1, siendo los peores los valores con retrasos de 4 y 5. Los mejores valores 

pronóstico de 1 día fueron de R2=0,8, MAPE=0,07, RMSE=0,81, PBIAS=0,72. Los mejores 

valores pronosticados en 2 días fueron de R2=0,74, MAPE=0,09, RMSE=1,02, 

PBIAS=0,92. Los mejores valores pronosticados en 3 días fueron de R2=0,77, MAPE=0,11, 

RMSE=1,16, PBIAS=1,06. Los mejores valores pronosticados en 4 días fueron de R2=0,78, 

MAPE=0,11, RMSE=1,17, PBIAS=1,21. Los mejores valores pronosticados en 5 días 

fueron de R2=0,78, MAPE=0,11, RMSE=1,18, PBIAS=1,22. De Igual forma el pronóstico 

para días más alejados representa valores menos adecuados y los mejores resultados en 

cuanto a un balance de las métricas de bondad de ajuste y de error se presentan en 

resaltadas en negrita. 
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6.5. Random Forest 

 

Para este algoritmo no fue necesario normalizar las variables independientes. Se utilizó la 

librería sklearn con los hiperparámetros definidos por defecto. Todo fue realizado en el 

entorno Google Colab que usa el lenguaje Python. Cabe destacar que para este método 

se utilizó dos diseños experimentales donde el primero se tomó como característica 

principal la profundidad máxima el segundo tomó en cuenta el número mínimo de muestras.  

Para las 3 ciudades se entrenaron varias configuraciones de bosques aleatorios 

siguiendo el siguiente diseño experimental. 

Tabla 17. Configuraciones de Bosques Aleatorios. 

Número de árboles 100 

Función de medida de calidad Error cuadrado 

Número de repeticiones de cada configuración 30 

Profundidad máxima 5, 15, 25 

Mínimo número de muestras en los nodos hoja 5, 15, 25 

Número de retrasos 0, 1, 2, 3, 4 

Días hacia adelante para la predicción 1, 2, 3, 4, 5 

 

 

Para el caso de las concentraciones de gases de SO2 se puede apreciar en las siguientes 

figuras la tendencia de los resultados de los valores reales y los valores predichos, donde 

se observa que los valores se posicionan más cerca de la línea de tendencia lo que indica 

un mejor ajuste del modelo. 
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Gráfico 46. Relación de valores reales y valores predichos del SO2 para Random Forest. 

Con respecto a los errores mostrados en el siguiente histograma se puede observar que 

muestra una distribución normal donde su punto central tiende a 0 lo que indica que existe 

algún patrón entre las variables estudiadas. 

 

Gráfico 47. Histograma de error de predicción del SO2 para Random Forest. 

 

Cuando se refiere al NO2, se puede observar en la tabla la relación de los resultados de 

los valores reales con los valores predichos donde muestra cercanía de muchos de los 
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datos hacia la línea de tendencia. sin embargo también existen valores que se encuentran 

más alejados de dicha línea lo que muestra que no existe mucha relación con todos los 

datos. 

 

Gráfico 48. Gráfico de relación de valores reales y valores predichos del NO2 para Random Forest. 

 

Los valores de los errores de predicción tienden a seguir una distribución normal. En este 

caso podemos observar que el valor central tiende a 0 variando entre 1 y -1, esto quiere 

decir que el modelo está capturando patrones para la predicción.  

 

Gráfico 49. Histograma de error de predicción del NO2 para Random Forest. 
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6.5.1.1. Predicción del SO2 mediante Random Forest considerando 

la Profundidad máxima de cada árbol de decisión. 

Aquí se tomó como característica principal la profundidad máxima de cada árbol de 

decisión donde tenemos los siguientes resultados. 

Tabla 18. Resultados de análisis de Random Forest tomando en cuenta la profundidad máxima para SO2 de 
Cuenca.

 

 

 
Las predicciones para la ciudad de Cuenca teniendo como características principales la 

profundidad de los árboles de decisión se obtuvieron los resultados mostrados en la tabla 

18 donde se resaltan en negrita los mejores resultados para cada día. Para pronosticar el 

día siguiente se obtuvo mejores resultados con una profundidad de 15 y el retraso de 2 con 

un R2=0,98, MAPE=0,06, RMSE=3,3 y PBIAS=0,43, para dos días después, de la misma 

manera la profundidad fue de 15 con la diferencias en el retraso ya que para este caso fue 

mejor optar por el retraso de  3 con un R2=0,98, MAPE=0,07, RMSE=3,43 y PBIAS=0,72, 

para tres días después se obtuvieron como profundidad 25 y retraso 2 con un R2=0,98, 

MAPE=0,07, RMSE=3,7 y PBIAS=0,7, para cuatros días hacia adelante la mejor 

profundidad fue de 25 y el retraso de 1 con un R2=0,98, MAPE=0,07, RMSE=3,94 y 

PBIAS=0,92, finalmente para pronosticar 5 días hacia adelante la mejor estimación fue con 

una profundidad de  15  tomando el retraso de 4 con un R2=0,98, MAPE=0,08, RMSE=4 y 
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PBIAS=0,55. Cabe recalcar que no existe mucha diferencia entre las diferentes estructuras 

y que mientras aumentan los días a pronosticar la estructura de mayor profundidad se 

vuelve la mejor opción. Además que mientras más alejado es el día a predecir el error de 

ajuste tiende a disminuir.  

Tabla 19. Resultados de análisis de Random Forest tomando en cuenta la profundidad máxima para SO2 de 
Guayaquil. 

 

 
Para la ciudad de Guayaquil podemos observar que la mejor estructura fue suficiente la 

profundidad de 16 para mostrar resultados notables, cuando el número de la profundidad 

aumenta los modelos no presentan una mejora significativa. Sin embargo, existe diferencia 

entre  el número de retrasos para cada día donde muestra que conforme aumenta el 

número de días el  valor del retraso también aumenta, tal es el caso que para el día 1 con 

un R2=0,98, MAPE=0,04, RMSE=7,2 y PBIAS=0,43 donde los dos últimos valores presenta 

más variaciones, el día 2 el R2=0,98, MAPE=0,05, RMSE=8,28 y PBIAS=0,54, para el día 

3 con un R2=0,97, MAPE=0,05, RMSE=9,37 y PBIAS=0,59, para el día 4 con un R2=0,97, 

MAPE=0,06, RMSE=10 y PBIAS=0,55 y para el día 5 con un R2=0,96, MAPE=0,06, 

RMSE=10,5 y PBIAS=0,49. En este caso se puede observar similitud en la estructura para 

los 5 días de pronóstico. 
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Tabla 20. Resultados de análisis de Random Forest tomando en cuenta la profundidad máxima para SO2 de 
Quito.

 

 
Sabiendo que la ciudad de Quito se encuentra al norte del Ecuador y es el área más alejada 

en comparación con las otras dos áreas se pueden observar los siguientes resultados, con 

poca diferencia entre las diferentes estructuras y tomando en cuenta el PBIAS como 

determinante se puede decir que la mejor profundidad fue 25 y el mejor retraso para cada 

día de pronóstico fue de 3.  Aquí se puede observar que existe una ligera mejora cuando 

aumenta el número de neuronas. y que el número de retrasos se mantiene el mismo 

conforme avanzan los días de pronóstico. Así para el día 1 las métricas de error fueron 

R2=0,98, MAPE=0,05, RMSE=3,55 y PBIAS=0,57, para el día dos fueron R2=0,98, 

MAPE=0,05, RMSE=3,78 y PBIAS=0,65, donde se puede ver que el PBIAS es el más alto 

pero el RMSE es más bajo; para el día 3 tenemos R2=0,98, MAPE=0,05, RMSE=3,99 y 

PBIAS=0,77; para el cuarto día se puede decir que R2=0,97, MAPE=0,06, RMSE=4,12 y 

PBIAS=0,59 donde todas las métricas son las mejores; finalmente para el día 5 podemos 

observar que el R2=0,97, MAPE=0,06, RMSE=4,37 y PBIAS=0,71. 

 

 

6.5.1.2. Predicción de NO2 mediante Random Forest considerando 

la profundidad máxima de cada árbol de decisión. 
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Tabla 21. Resultados de análisis de Random Forest tomando en cuenta la profundidad máxima para NO2 de 
Cuenca.

 

 

En el análisis del gas contaminante  NO2 podemos expresar lo siguiente: para el día 1 la 

profundidad adecuada fue de 15 con un retraso óptimo de 1 con una R2=0,97, MAPE=0,08, 

RMSE=0,5 y PBIAS=0,75, para el día 2 de la misma manera la profundidad fue de 15 con 

el retraso de 3 con una R2=0,96, MAPE=0,09, RMSE=0,52 y PBIAS=1; para el día 4 el valor 

de la profundidad  fue de 25 con un retraso de 3 con una R2=0,96, MAPE=0,1, RMSE=0,55 

y PBIAS=1,09, aquí se tomó en cuenta la desviación estándar como determinante ya que 

los valores no varían mucho. Finalmente para el día 5 la profundidad óptima fue de 15 con 

el retraso de 3 con un R2=0,96, MAPE=0,1, RMSE=0,55 y PBIAS=0,74 donde todas las 

métricas fueron muy buenas. 
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Tabla 22. Resultados de análisis de Random Forest tomando en cuenta la profundidad máxima para NO2 de 
Guayaquil.

 

 

En el caso de Guayaquil, la profundidad determinante fue de 15 mostrando mejores 

resultados, además teniendo en cuenta el número de retrasos también se puede apreciar 

que para los días 1, 2 , 3, 4 el retraso fue de 3 con una R2=0,98, MAPE=0,06, RMSE=0,59  

y PBIAS=0,62; R2=0,97, MAPE=0,06, RMSE=0,69  y PBIAS=0,59; R2=0,97, MAPE=0,07, 

RMSE=0,74 y PBIAS=0,79; y R2=0,96, MAPE=0,07, RMSE=0,78 y PBIAS=0,82 

respectivamente, con la diferencia para el día 5 donde el retraso aumentó a 4 con un 

R2=0,96, MAPE=0,07, RMSE=0,77 y PBIAS=0,87. Podemos observar que el número de 

retraso para este caso se mantiene constante los primeros días de pronóstico y el último 

día el retraso aumenta. 
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Tabla 23. Resultados de análisis de Random Forest tomando en cuenta la profundidad máxima para NO2 de 
Quito.

 

 
El análisis mostrado en la tabla se puede apreciar que para este caso la profundidad 

adecuada fue 15 para todos los días a predecir, mostrando una predominancia de retraso 

en 4 con excepción para el día 1 el cual el retraso mostró un valor de 1 lo que indica que 

para este conjunto de datos no fue necesario aumentar en gran medida el valor de la 

profundidad máxima. Así, podemos decir que para el día 1 las métricas fueron: R2=0,97, 

MAPE=0,07, RMSE=0,78  y PBIAS=0,8, para el día 2 tenemos un R2=0,96, MAPE=0,08, 

RMSE=0,86 y PBIAS=0,84, para el día 3 tenemos un R2=0,96, MAPE=0,09, RMSE=0,92 y 

PBIAS=0,98, para el día 4 fue el R2=0,96, MAPE=0,09, RMSE=0,93 y PBIAS=0,96 y para 

el días 5 los mejores valores de error fueron R2=0,96, MAPE=0,09, RMSE=0,91 y 

PBIAS=0,92. Finalmente podemos darnos cuenta que no existe gran variación entre el 

valor de la profundidad 15 y 25 lo que se podría esperar que mientras más aumenta la 

profundidad podría encontrarnos con un sobreajuste del modelo y disminuir las métricas 

de bondad de ajuste y aumentar el error. 
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6.5.1.3. Predicción del SO2 mediante Random Forest considerando 

el número mínimo de muestras en los nodos hoja. 

 

La segunda característica que se tomó en cuenta fue el número mínimo de muestras para 

considerarse como nodo hoja donde se determina la extensión de los árboles de decisión. 

Para ellos tenemos los siguientes resultados: 

Tabla 24. Resultados de análisis de Random Forest tomando en cuenta el número mínimo de muestras en 
los nodos hoja para SO2 de Cuenca.

 

 
 

Para esta característica podemos ver una clara inclinación en los resultados donde los 

mejores resultados fueron con un mínimo de muestras de 5 para todos los días 

pronosticados teniendo como retrasos los siguiente: para el día 1, 2 y 3, el retraso fue de 

2, con un R2=0,96, MAPE=0,6, RMSE=3,27 y PBIAS=0,44; R2=0,95, MAPE=0,07, 

RMSE=3,52 y PBIAS=0,65; R2=0,95, MAPE=0,07, RMSE=3,69 y PBIAS=0,61 

respectivamente, para el días 4 el retraso fue de 3 con un R2=0,94, MAPE=0,07, 

RMSE=3,85 y PBIAS=0,75, finalmente para el día 5 el mejor retraso fue de 4 con un 

R2=0,94, MAPE=0,08, RMSE=,04 y PBIAS=0,65. Existe una clara diferencia entre las 

diferentes estructuras y se puede determinar que mientras el número de muestras aumenta 

las métricas de rendimiento del pronóstico disminuye notablemente y que es un claro 

ejemplo que el mayor número de numero de muestras no mejora el resultado, por el 

contrario puede llevar a provocar un sobre ajuste del modelo. 
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Tabla 25. Resultados de análisis de Random Forest tomando en cuenta el número mínimo de muestras en 
los nodos hoja para SO2 de Guayaquil.

 

 
 

Para esta área de estudio se puede observar que el mejor número mínimo de muestras 

para considerarse nodo hoja fue 5, diferenciándose por el número de retrasos teniendo lo 

siguiente: para el día 1 y 2 el mejor retraso fue de 3 con un R2=0,95, MAPE=0,04, 

RMSE=7,14 y PBIAS=0,44 y R2=0,95, MAPE=0,04, RMSE=7,14  y PBIAS=0,44 

respectivamente, para el día el días 3 el mejor retraso fue de 2 con un R2=0,93, 

MAPE=0,05, RMSE=9,37  y PBIAS=0,61, para el día 4 de la misma manera el retraso fue 

3 con un R2=0,92, MAPE=0,06, RMSE=10,1  y PBIAS=0,57 y para el día 5 el mejor retraso 

fue de 4 con un R2=0,91, MAPE=0,06, RMSE=10,6  y PBIAS=0,72. Podemos apreciar que 

de la misma manera, conforme aumenta el número de muestras, la bondad de ajuste del 

modelo disminuye y considerando las variables ficticias o número de retrasos el 

rendimiento disminuye conforme estas aumentan. Además la bondad de ajuste disminuye 

ligeramente mientras aumenta el día de predicciones. 
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Tabla 26. Resultados de análisis de Random Forest tomando en cuenta el número mínimo de muestras en 
los nodos hoja para SO2 de Quito.

 

 

Con respecto a la ciudad de Quito tenemos: el número de muestras idóneo para este caso 

de estudio fueron 5 para todos los días, con la diferencia en el número de retrasos teniendo 

como resultado que para el día 1 el mejor resultado se obtuvo con el retraso de 3 con un 

R2=0,95, MAPE=0,05, RMSE=3,56 y PBIAS=0,59; para el día 2 el retraso adecuado fue de 

2 con un R2=0,94, MAPE=0,05, RMSE=3,83 y PBIAS=0,55 siguiendo con el día 3 el cual 

tuvo el retraso de 1 con un R2=0,93, MAPE=0,06, RMSE=4 y PBIAS=0,54, para el día 4 y 

5 el mejor retraso fue de 4 con un R2=0,93, MAPE=0,06, RMSE=4,2 y PBIAS=0,58 y 

R2=0,93, MAPE=0,06, RMSE=4,36 y PBIAS=0,59. Finalmente, se puede decir que la 

disminución del número de retraso influye en la disminución de las métricas de rendimiento. 
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6.5.1.4. Predicción del NO2 mediante Random Forest considerando 

el número mínimo de muestras en los nodos hoja.  

 

Tabla 27. Resultados de análisis de Random Forest tomando en cuenta el número mínimo de muestras en 
los nodos hoja para NO2 de Cuenca.

 

 

Con respecto al contaminante NO2 para el caso de Cuenca se puede ver un notable 

resultado óptimo con relación al número mínimo de muestras de 5. Sin embargo, muestra 

diferencias en el número de retrasos o variables ficticias creadas teniendo como resultado 

para el día 1 y 2 el retraso de 1 con una R2=0,91, MAPE=0,08, RMSE=0,5  y PBIAS=0,8 y 

R2=0,9, MAPE=0,09, RMSE=0,53  y PBIAS=0,76 en el orden dado, para el día 3 el retraso 

fue de 0 con un R2=0,87, MAPE=0,1, RMSE=0,56  y PBIAS=0,72 y para los días 4 y 5 el 

mejor resultado obtenido fue con el retraso 3 con un R2=0,9, MAPE=0,1, RMSE=0,56  y 

PBIAS=0,87 y R2=0,91, MAPE=0,1, RMSE=30,55  y PBIAS=0,81, lo que muestra que 

mientras aumentó el número de días a predecir aumentó el valor de retrasos. 
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Tabla 28. Resultados de análisis de Random Forest tomando en cuenta el número mínimo de muestras en 
los nodos hoja para NO2 de Guayaquil.

 

 

De la misma manera para Guayaquil muestra que para predecir el día 1 se optó como 

mejor estructura con retraso de 3 con un R2=0,94, MAPE=0,06, RMSE=0,59 y PBIAS=0,63, 

seguido de un retraso de 3 para el día 2 con un R2=0,93, MAPE=0,07, RMSE=0,75 y 

PBIAS=0,85, en el día 3 el retraso disminuye mostrando un valor de 3 con un R2=0.91, 

MAPE=0,07, RMSE=0,75 y PBIAS=0,85, el día 4 se puede observar como mejor resultado 

el retraso de 3 con un R2=0,91, MAPE=0,08, RMSE=0,78  y PBIAS=0,78, finalmente para 

predecir a 5 días hacia adelante la mejor respuesta fue un retraso de 4 con un R2=0,92, 

MAPE=0,07, RMSE=0,77  y PBIAS=0,89, teniendo en cuenta que el número mínimo de 

muestras fue de 5 para todos los días y la bondad de ajuste va disminuyendo mientras 

aumenta el valor del mismo.  
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Tabla 29. Resultados de análisis de Random Forest tomando en cuenta el número mínimo de muestras en 
los nodos hoja para NO2 de Quito. 

 
 

Quito muestras resultados similares a Cuenca y Guayaquil mostrando cierta tendencia en 

el modelo donde el número de muestras fue de 5 lo que muestra la extensión ideal para 

cada árbol de decisión, para el caso del número de retraso para cada día a predecir 

podemos decir que en su mayoría el valor ideal fue de 4 exceptuando para el primer día 

donde el mejor retraso es de 1. Con respecto a las métricas de rendimiento podemos decir 

que la mejor predicción lograda es para el día 1 con un R2=0,91, MAPE=0,07, RMSE=0,77 

y PBIAS=0,77,teniendo en cuenta el PBIAS ya que el día 2 tienen resultado similares con 

un R2=0,91, MAPE=0,08, RMSE=0,86 y PBIAS=0,86 seguido por los días 5, 4 y 3 con 

valores de R2=0,9, MAPE=0,09, RMSE=0,91 y PBIAS=0,94; R2=0,9, MAPE=0,09, 

RMSE=0,93 y PBIAS=1,01; y R2=0,9, MAPE=0,09, RMSE=0,93 y PBIAS=1,05 

respectivamente. 
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6.6. Tablas resumen de los las Predicciones mediante RNN Y Random 

Forest. 

 

Tabla 30. Tabla Resumen de Predicciones de NO2 y SO2 mediante Redes Neuronales Recurrentes. 

 

 

Un análisis general de predicción mediante redes neuronales recurrentes para NO2 y SO2 

se presenta en la tabla 30 donde podemos apreciar los mejores resultados de cada 

arquitectura y cada área de estudio. Las métricas de bondad de ajuste y error son mejores 

para las emisiones de dióxido de Azufre SO2 en comparación con las concentraciones de 

dióxido de nitrógeno NO2. 
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Tabla 31. Tabla Resumen de predicciones de NO2 y SO2 mediante Random Forest.

 

Un resumen de los resultados de predicción de SO2 y NO2 mediante Random Forest se 

muestra en la tabla 31 tomando en cuenta dos características principales observando 

mejores resultados con el análisis de profundidad máxima con la diferencia que la mejor 

estructura se realiza con mayores valores de profundidad. En el caso del número mínimo 

de muestras se obtienen mejores resultados con menos cantidad de muestras. Además, al 

igual que en el primer método, la predicción de Dióxido de Azufre SO2 fueron mejores a 

diferencia de Dióxido de Nitrógeno NO2. 
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Tabla 32. Tabla de promedios de resultados de Predicción de NO2 y SO2. 

Promedios de Resultados de Predicción de Contaminantes atmosféricos 

 

Métricas 

SO2 NO2 

   

 Cuenca Guayaquil  Quito 
Cuenc

a 
Guayaquil  Quito 

Redes Neuronales 
Recurrentes 

R2 0,94 0,83 0,84 0,79 0,80 0,78 

MAPE 9,5 6,1 6,4 10,6 8,4 9,9 

RMSE 4,28 10,99 4,53 0,62 0,91 1,07 

PBIAS 0,60 0,73 0,62 1,14 0,97 1,03 

RF con 
Profundidad 

máxima  

R2 0,98 0,97 0,97 0,96 0,97 0,96 

MAPE 7,0 5,2 5,4 9,3 6,8 8,4 

RMSE 3,67 9,07 3,96 0,53 0,71 0,88 

PBIAS 0,68 0,56 0,65 0,88 0,74 0,89 

RF con Número 
mínimo de 
muestras 

R2 0,94 0,93 0,936 0,89 0,92 0,90 

MAPE 7 5 6 9,3 6,8 8,4 

RMSE 3,67 8,87 3,99 0,54 0,71 0,88 

PBIAS 0,62 0,556 0,57 0,794 0,74 0,92 

 

En la tabla número 33 se exponen los valores obtenidos para la predicción de NO2 y SO2 

para las ciudades de Cuenca, Guayaquil y Quito. Como premisa se puede observar que, 

aunque los dos métodos de predicción generan valores cercanos al original el modelo que 

representa una predicción más cercana al valor original es el método de Random Forest. 

 

Tabla 33. Pronóstico para 5 días hacia adelante de NO2 y SO2 para el año 2021. 

Pronóstico para 5 días hacia adelante mediante RF y RNN 

NO2 

  Cuenca Guayaquil Quito 

Fecha  Real RNN RF Real RNN RF Real RNN RF 

1/1/21 3,6986 4,0420 3,5347 6,3061 9,9139 6,6530 6,6791 8,6767 6,5225 

2/1/21 3,3398 4,8925 3,4615 6,8099 10,8461 6,1716 6,8918 11,2338 7,3676 

3/1/21 3,0406 4,6761 3,1951 6,3680 10,6994 6,5337 7,6256 11,3680 7,6807 

4/1/21 3,6021 4,9403 3,7077 7,0871 9,4672 7,1964 7,7915 13,2240 7,9297 

5/1/21 3,4872 5,1107 3,6693 7,2668 9,9911 7,3410 7,9976 12,9577 8,0561 

SO2 

  Cuenca Guayaquil Quito 

Fecha  Real RNN RF Real RNN RF Real RNN RF 

1/1/21 
28,684

7 
25,0780 

26.499
5 

96,1041 96,4674 96,3325 35,2023 49,4651 37,0975 

2/1/21 
27,122

8 
28,6612 

26.112
2 

108,3017 109,2421 109,0663 35,5011 39,7693 34,0704 

3/1/21 
24,793

7 
32,3622 

25.761
8 

111,1305 124,2552 111,4256 35,6069 44,9950 35,1398 

4/1/21 
26,244

8 
28,7057 

26.349
2 

122,6756 118,0854 122,0668 36,1923 41,4295 37,3515 

5/1/21 
25,905

1 
36,1852 

25.721
2 

105,9549 99,9781 106,0757 37,2560 45,1529 38,3305 
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7. DISCUSIÓN  

7.1. Análisis de la predicción de concentraciones de NO2 y SO2 

mediante Redes Neuronales Recurrentes 

 

Actualmente la contaminación del aire ambiente representa un factor importante para el 

desarrollo de la sociedad. Es por esto que realizar métodos de predicción de contaminantes 

utilizando técnicas de Machine Learning es uno de los procesos que necesariamente deben 

ser estudiados con mayor énfasis, esto debido a las ventajas obtenidas con el avance 

tecnológico, en donde en concordancia con el estudio realizado por (Rybarczyk y 

Zalakeviciute, 2018) se afronta las limitaciones que se dan por realizar modelos 

deterministas tradicionales, los cuales al no poder relacionar los datos no  lineales que se 

dan entre la concentración de contaminantes  del aire y sus fuentes de emisión. Propone 

la utilización de modelos estadísticos basados en Machine Learning en donde como 

principal hallazgo se determina que el aprendizaje automático es aplicado principalmente 

en países con un elevado nivel tecnológico siendo Europa y América del norte los 

continentes que lo aplican principalmente y que para realizar pronósticos se pueden utilizar 

modelos de redes neuronales y máquinas de vectores de soporte.  

Para realizar el método de predicción mediante redes neuronales recurrentes se estimó 

que para la arquitectura de la misma lo óptimo sería utilizar una capa oculta. En donde con 

base en esto se decidió probar con 16, 32 y 64 neuronas. Siendo que para el conjunto de 

datos estudiado, el número óptimo de neurona para todos los eventos fue de 64 neuronas. 

En el documento realizado por (Rani Hemamalini et al., 2022) se desea realizar un 

monitoreo mediante la utilización de drones los cuales se elevan a 100 metros del nivel del 

suelo y un pronóstico de la calidad del aire aplicando redes neuronales recurrentes. Lo que 

se realiza es adaptar a drones sensores los cuales sean capaces de determinar la 

concentración de varios contaminantes entre ellos el NO2 y el SO2 para analizar dos zonas, 

la primera se encuentra en los alrededores de un botadero de residuos sólidos y la segunda 

son las áreas residenciales industriales del distrito de Manali en Chennai, India. Por 

practicidad tomó en cuenta sólo la zona residencial y las mediciones se realizaron entre 

enero del 2021 y febrero de 2022. Posteriormente se utiliza un modelo de redes neuronales 

recurrente bidireccional para predecir la concentración de contaminantes Para la zona 

residencial el modelo propuesto predice con precisión las concentraciones de los 
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contaminantes , esto debido a que obtuvo valores bajos en las métricas de evaluación de 

errores, para este documento se analizó el RMSE, MAE y el MAPE, sin embargo para 

comparar los resultados solo se tomará en cuenta 2 métricas. El RMSE promedio en la 

zona residencial es de 1,35 y el MAPE promedio es de 1,53. Los valores promedios de 

RMSE obtenidos con nuestro modelo para el NO2 son para Cuenca de 0,62, para Guayaquil 

es de 0,91 y para Quito es de 1,07. Para el SO2 el valor promedio en Cuenca es de 4,28, 

para Guayaquil es de 10,99, para Quito es de 4,53. El MAPE promedio obtenido en nuestro 

modelo para el SO2 en Cuenca es de 9,5, para Guayaquil es de 6,1 y para Quito es de 6,4. 

Para el NO2 el MAPE promedio en cuenca nos resultó en un valor de 10,6, para Guayaquil 

es de 8,4 y para Quito el valor es de 9,9. Debido a que el modelo se basó en sensores 

satelitales podemos concordar que nuestro análisis representa cierta similitud con el 

modelo propuesto en el documento antes mencionado, sin embargo el error obtenido en 

general es más elevado que el del modelo analizado.  

En el documento de (Brunelli et al., 2007) se realiza una predicción a dos días de varios 

contaminantes entre ellos el NO2 y el SO2 en la ciudad de Palermo, Italia. En donde como 

base se utiliza un método de redes neuronales recurrentes utilizando una serie temporal 

que va entre el 1 de enero del 2003 y el 31 de diciembre del 2004 para ocho estaciones de 

la ciudad mencionada, para validar el modelo lo que se hizo fue comparar los valores 

predichos con valores reales registrados. En el documento utilizan varios modelos 

estadísticos para determinar el error pero por practicidad de este documento el único a 

tomar en cuenta es el RMSE, el cual es determinado para las ocho estaciones siendo que 

para el NO2 los valores mínimos son de 4.5 y el máximo de 32.09, siendo el valor 4.5 el 

que posee un RMSE más adecuado según los resultados del modelo. Para el SO2 tenemos 

que el valor máximo de RMSE es de 3.13 y el mínimo es de 0.58, siendo este el más 

adecuado. En comparación los resultados de RMSE de nuestro modelo al segundo día 

para el SO2 fueron en Cuenca de 0.08 como valor mínimo y de 6.71 como valor máximo. 

Para Guayaquil los valores fueron de 10.1 como mínimo y 22.9 como máximo. Para Quito 

los valores fueron de 4.3 como mínimo y de 8.03 como máximo. Y los valores de NO2 

fueron en Cuenca de 0.58 como mínimo y 0.89 como máximo. Para Guayaquil fueron de 

0.84 como mínimo y 1.32 como máximo. Para Quito los valores fueron de 0.95 como 

mínimo y 1.49 como máximo. Al comparar podemos observar que los valores tienen un 

patrón similar para el error RMSE y tomando en cuenta el documento analizado el cual 

concluye que este modelo es una herramienta potencial para la predicción de los 
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contaminantes, podemos asumir que de la misma manera nuestro método podría ser de 

gran ayuda para predecir contaminantes a dos días en las grandes ciudades. 

 

7.2. Análisis de la predicción de concentraciones de NO2 y SO2 

mediante Random Forest 

 

 En el desarrollo de los modelos de predicción con el método de Random Forest utilizando 

como características principales la profundidad máxima y el número mínimo de muestras 

se reflejan en la tabla 30, tanto las salidas de dióxido de azufre SO2 como para el dióxido 

de nitrógeno NO2 con entradas meteorológicas presenta modelos altamente ajustados a 

la respuesta real. Además la bondad de ajuste R2 es considerablemente alta y los errores 

MAPE, RMSE Y BIAS bajos en ambos modelos y para Cuenca, Guayaquil y Quito. Además 

en nuestro trabajo utilizamos el porcentaje de sesgo PBIAS como métrica de error para 

determinar el sesgo de nuestra predicción 

Cabe destacar que para Random Forest se tomó en cuenta dos características, la primera, 

la profundidad máxima de cada árbol de decisión y la segunda, la cantidad mínima de 

muestras para los nodos hoja, la cual mediante el análisis de las tablas de resultados se 

puede decir que con la característica de profundidad máxima los resultados obtenidos son 

mejor a diferencia de los modelos pronosticados considerando el número mínimo de 

muestras para todas las áreas de estudio.  

Para los modelos con la salida de dióxido de azufre y con entradas meteorológicas para la 

ciudad de Cuenca presenta un valor de MAPE y un PBIAS bastante bueno, el RMSE para 

predecir hasta cinco días hacia adelante es el más alto comparado con los demás días. 

Sin embargo los valores de R2 son altos lo que hace que el modelo se ajuste 

adecuadamente a la salida real esperada. De la misma manera ocurre con la ciudad de 

Guayaquil donde en comparación con Cuenca el R2 es menor pero el MAPE y el PBIAS 

arroja valores cercanos a cero, el RMSE también muestra elevarse al aumentar los días a 

predecir. Quito muestra resultados similares a las dos ciudades anteriores, la bondad de 

ajuste con valores elevados y las métricas error bajas lo que indica que el modelo es 

eficiente para predecir hace 5 días. Las arquitecturas utilizadas para cada predicción fueron 

las misma, pero con resultados diferentes para cada una, en este caso la profundidad 
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máxima para Cuenca y Guayaquil oscilaban entre 15 la mayor parte y 25 a diferencia de 

Quito donde para predecir cada día la profundidad de 25 fue la más adecuada esto puede 

deberse a que a pesar de que Cuenca y Quito se encuentran en la región interandina cada 

una cuenta con diferentes variaciones meteorológicas.  

De acuerdo a los resultados expresados en la tabla 30  los valores de RMSE para Quito 

Guayaquil y Cuenca son 4, 10,51 y 4,37 y los valores del MAPE son 7.8, 6 y 6  

respectivamente para el dióxido de azufre, en el caso del dióxido de nitrógeno tenemos 

valores de RMSE son 0,55, 0,593 y 0,78 y los valores de MAPE son 9,6, 7,3 y 9 en el orden 

dado, un estudio realizado por (Siwek y Osowski, 2016) quienes realizaron la predicción 

de la calidad del aire en la ciudad de Varsovia en Polonia mediante diferentes técnicas de 

predicción entre ella Random Forest y Redes Neuronales determinaron la predicción de 

PM10, O3, SO2 y NO2 para el siguiente día obteniendo 18,35 y 18,27 para valores de MAPE 

para concentraciones de SO2 y NO2 en el orden dado y valores de 2,79 y 3,377 para valores 

de RMSE para dióxido de azufre y dióxido de nitrógeno, donde los mejores resultados 

fueron obtenidos por este método ya que realiza la regresión e integración al mismo tiempo 

lo que demuestra la superioridad de tal enfoque, valores similares se encontraron en un 

estudio de predicción con imágenes satelitales en Europa donde concluyeron que el 

rendimiento relativo de los algoritmos puede diferir con el entorno del estudio, por lo tanto, 

se pueden hacer recomendaciones genéricas para un algoritmo o utilizar más de un 

algoritmo (Chen et al., 2019), tal es el caso que (Sethi y Mittal, 2019) en un estudio en 

Macedonia, utilizaron tres técnicas juntas con Random Forest donde se obtuvo mayor 

precisión del 100 % y menor tasa de error en comparación con las técnicas utilizadas 

individualmente. Con respecto a los niveles de concentración de SO2 se registraron en las 

grandes ciudades con mayor cantidad de industrias y población, esto se ve reflejado en un 

estudio realizado por (Li et al., 2019) en China donde el mayor índice de contaminación por 

SO2 se encuentran en las provincias más grandes y el umbral de concentración de NO2 

está estrechamente relacionada con la urbanización (Zhan et al., 2018). Sin embargo, los 

resultados obtenidos por (Silibello et al., 2021) en un estudio en Italia menciona que en 

cuanto al NO2 los niveles en las estaciones de tráfico urbano no fueron capturados por las 

simulaciones debido a la resolución horizontal adoptada y las incertidumbres relacionadas 

con las emisiones. Un estudio en Japón demostró que la predicción de concentraciones de 

dióxido de nitrógeno es efectiva con un R2=0,84 lo que ilustra la ventaja de usar este 

método para modelar algoritmos de predicción eficaces (Araki et al., 2018).  
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En el presente estudio la predicción mediante el método de Random Forest a partir de 

imágenes satelitales para concentraciones de NO2 y SO2 se obtuvieron alta eficacia y 

errores bajos. Además, se ha demostrado que este método es eficiente para otro tipo de 

contaminantes como es el caso de la predicción de concentraciones de PM2,5 en China en 

el cual utilizó RF donde con un R2=0,76 concluyeron que es un modelo 

computacionalmente eficiente y de alta resolución para proporcionar concentraciones 

históricas confiables para estudios posteriores (Huang et al., 2018). Así mismo, en Italia 

(Stafoggia et al., 2019) estimar las concentraciones de PM10 y PM2.5 donde se obtuvieron 

resultados óptimos de predicción, por su parte, en la India se implementó algoritmos de 

Machine Learning para predecir contaminantes como Metano (CH4), Monóxido de Carbono 

(CO), Ozono (O3), PM10, PM2,5, Dióxido de Nitrógeno (NO2) y Dióxido de Azufre (SO2) 

mostrando una efectividad del 99.4 % (Sanjeev, 2021).  

 

7.3. Análisis de la predicción de concentraciones de NO2 y SO2 

mediante Random Forest y Redes Neuronales  

 

Las predicciones de concentraciones diarias de dióxido de nitrógeno y dióxido de azufre 

mediante los dos métodos descritos anteriormente, fueron satisfactorias. Sin embargo, uno 

de ellos muestra mejores resultados respecto al otro, los valores promedio de bondad de 

ajuste (R2) obtenidos mediante RF para predicciones de SO2 y NO2 fueron: 0,94 para la 

ciudad de Cuenca, 0,97 para Guayaquil y 0,97 para la ciudad de Quito  respectivamente y 

para las predicciones de NO2 para Cuenca, Guayaquil y Quito fueron: 0,96, 0,97, 0,96 

respectivamente, estos se puede apreciar en la tabla 32 donde se resumen los resultados 

de ambos métodos en comparación con las predicciones mediante Redes Neuronales 

Recurrentes donde las predicciones para SO2 fueron 0,94, 0,83 y 0,84 para las tres 

ciudades mencionadas en el mismo orden y las predicciones para NO2 fueron 0,79, 0,8, 

0,78 respectivamente donde se puede ver una clara diferencia entre los resultados de 

ambos métodos analizados. Además, las métricas de error MAPE, RMSE y PBIAS son 

ligeramente más altas que RF. Nuestros resultados coinciden con las expectativas ya que 

la incertidumbre aumenta con el periodo más largo y conduce a mayor dificultad en el 

pronóstico. Esto se puede apoyar en un estudio realizado por Kang et al., (2018) donde 

realizaron la predicción de varios contaminantes mediante redes Neuronales con varios 
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modelos y RF obteniendo resultados favorables para el segundo con una precisión del 81 

% en comparación con las redes Neuronales que obtuvieron una precisión del 55 %. Esto 

debido a que este método usa múltiples arboles de decisión y reduce el sobreajuste de 

cada árbol mediante su combinación después del ajuste de los hiperparámetros (Ameer, 

et al., 2019). Sin embargo, los resultados obtenidos mediante el método de redes 

neuronales recurrentes son bastante eficientes y con un buen rendimiento, los mismo 

podemos decir en un estudio por Guo et al, (2020) donde se pronosticó con éxito las 

concentraciones de PM2.5 y recomienda tomar en cuenta las actividades humanas ya que 

son una de las principales razones del deterioro ambiental. En definitiva, la aplicación del 

lenguaje de aprendizaje no supervisado ha mostrado resultados satisfactorios con un 

rendimiento alto y errores bajos, se puede considerar que ambos métodos son aplicables 

para el objetivo propuesto con la oportunidad de aplicar nuevas técnicas y algoritmos de 

aprendizaje abriendo puertas a futuras investigaciones dentro del Ecuador. 
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8. CONCLUSIONES 

 

La aplicación de métodos de Inteligencia artificial proporciona resultados prometedores 

para el pronóstico de la calidad del aire. Este trabajo de investigación obtuvo datos de 

concentración de gases contaminantes a partir de imágenes Satelitales Sentinel-5P y datos 

meteorológicos a partir de imágenes satelitales de la NASA y ERA 5 durante el periodo de 

dos años. El estudio tuvo lugar en tres ciudades del Ecuador, en Cuenca, Guayaquil y Quito 

por ser las ciudades más grandes e importantes y además de que poseen elevados índices 

de mala calidad del aire. Como aspecto primordial una vez obtenidas las imágenes 

satelitales de las variables dependientes e independientes para la escala temporal 

utilizada, estas fueron tratadas, limpiadas, procesadas y rellenadas con el fin de obtener 

los datos de buena calidad y evitar vacíos los cuales afecten en el proceso de predicción.  

Se realizó dos métodos para predecir la concentración de NO2 y SO2 en donde para cada 

modelo se obtuvieron buenos resultados tomando en cuenta como análisis estadístico de 

los modelos la bondad de ajuste R2 y métricas de error MAPE, RMSE y PBIAS. El método 

de Bosque Aleatorios (FR) ofrece mejor rendimiento de las predicciones objetivo en función 

de tres conjuntos de datos diferentes, haciendo énfasis en la característica de profundidad 

de cada árbol de decisión la cual mostro una mejor relación entre los datos arrojando 

resultados eficientes. Todos los resultados muestran que el uso de Redes Neuronales 

Recurrentes produce los resultados menos satisfactorios entre todos los métodos 

explorados. Los resultados también confirman que los métodos de aprendizaje automático 

empleados en este trabajo usando datos de imágenes satelitales pueden arrojar buenos 

resultados y puede usarse para estudio e investigaciones posteriores. Sin embargo, la 

presencia de variables climáticas extremas y nubosidad puede interferir en la detección de 

concentraciones de contaminantes a través de estas herramientas mencionadas, ya que 

produce huecos para trabajar con datos diarios. 

El estudio demostró que los métodos aplicados lograron ser eficientes a la hora de predecir 

valores de concentración de contaminantes, esto debido a que se compararon los valores 

predichos por el método de Random Forest y redes neuronales recurrentes con valores de 

imágenes satelitales de los cinco días posteriores a la escala temporal utilizada. Se 

compararon los valores y se observó que los valores predichos para el día uno representan 

una similitud más adecuada con los valores reales, mientras que para el día cinco los 
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valores varían más comparándolos con los valores reales. Además, este estudio también 

indica que el rendimiento de la predicción varía en las diferentes ciudades y regiones del 

Ecuador. La comparación de los resultados de los conjuntos de datos provenientes de las 

tres ciudades diferentes muestra mejores resultados para la predicción de concentraciones 

de NO2 y SO2 de Cuenca, donde la disminución del rendimiento a través del paso de los 

días a predecir es menos pronunciada que en Guayaquil y Quito. 

 

9. RECOMENDACIONES 

 

Por último, podemos recomendar aplicar varios algoritmos o arquitecturas en las redes 

neuronales para mejorar la predicción de estos contaminantes ya que la eficiencia del 

pronóstico también depende de los factores meteorológicos y características geográficas 

del área de estudio. Además, para estudios posteriores se puede combinar datos obtenidos 

por imágenes satelitales y datos obtenidos por estaciones de monitoreo en caso de contar 

con la misma, así se puede obtener una base de datos más sólida y sin huecos para 

trabajar constantemente, de esta manera se puede obtener datos más precisos y 

consecuentemente la predicción sea más eficiente. 
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11.  ANEXOS 

A. Anexo: Scripts Utilizados para la obtención de Imágenes 

Satelitales. 

 

Figura A-1. Script para la obtención de imágenes satelitales Sentinel 5P para dióxido de nitrógeno NO2. 

 

Figura A-2. Script para la obtención de imágenes satelitales Sentinel 5P para dióxido de nitrógeno SO2. 
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B. Anexo: Relación de variables de concentración con variables 

meteorológicas de NO2 en Python. 

 

 

Figura B-1. Relación entre variables de concentración y variables meteorológicas de Cuenca para NO2. 
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Figura B-2. Relación entre variables de concentración y variables meteorológicas de Guayaquil para NO2. 
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Figura B-3. Relación entre variables de concentración y variables meteorológicas de Quito para NO2. 
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C. Anexo: Relación de variables de concentración con variables 

meteorológicas de SO2 en Python.  

 

Figura C-1. Relación entre variables de concentración y variables meteorológicas de Cuenca para SO2. 
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Figura C-2. Relación entre variables de concentración y variables meteorológicas de Guayaquil para SO2. 
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Figura C-2. Relación entre variables de concentración y variables meteorológicas de Quito para SO2. 
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D. Anexo: Gráficas de dispersión de datos (NO2) mediante Redes 

Neuronales Recurrentes con diferentes retrasos para 5 días. 
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E. Anexo: Gráficas de dispersión de datos (NO2) mediante Random 

Forest con diferentes retrasos por 5 días. 
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F. Anexo: Gráficas de dispersión de datos (SO2) mediante Redes 

Neuronales Recurrentes con diferentes retrasos por 5 días. 
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G. Anexo: Gráficas de dispersión de datos (SO2) mediante Random 

Forest con diferentes retrasos por 5 días. 
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H. Anexo: Graficas de Relación de Pronostico de NO2 mediante 

Redes Neuronales Recurrentes. 

 

 

Fig. H-1. Pronóstico del NO2 en Cuenca para 5 días. 

 

Fig. H-2. Pronóstico del NO2 en Guayaquil para 5 días. 
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Fig. H-3. Pronóstico del NO2 en Quito para 5 días. 

 

I. Anexo: Gráficas de Relación de Pronóstico de SO2 mediante 

Redes Neuronales Recurrentes 

 

 

Fig. I-1. Pronóstico del NO2 en Cuenca para 5 días. 
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Fig. I-2. Pronóstico del SO2 en Guayaquil para 5 días. 

 

 

Fig. I-3. Pronóstico del SO2 en Quito para 5 días. 

 

J. Anexo: Gráficas de Relación de Pronóstico de NO2 mediante 

Random Forest. 
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Fig. J-1. Pronóstico del NO2 en Cuenca para 5 días. 

 

Fig. J-2. Pronóstico del NO2 en Guayaquil para 5 días. 
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Fig. J-3. Pronóstico del NO2 en Quito para 5 días. 

K. Anexo: Gráficas de Relación de Pronóstico de SO2 mediante 

Random Forest. 

 

 

Fig. K-1. Pronóstico del NO2 en Cuenca para 5 días. 
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Fig. K-2. Pronóstico del SO2 en Guayaquil para 5 días. 

 

Fig. K-3. Pronóstico del SO2 en Quito para 5 días. 
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