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RESUME

La dégradation des matériaux d’'ingénierie est un phénomeéne naturel représentant des risques pour
de nombreuses industries telles que le transport et le génie civil. Les essais non destructifs ont pour
principal objectif d’acquérir des données sur les matériaux d’ingénierie afin de valider leur intégrité
pour en assurer |'utilisation sans risque. En soudage, l'efficacité des essais non destructifs repose
sur une acquisition cohérente des données a 'aide d’appareils ultrasonores et sur une analyse fiable
réalisée par un expert. L’analyse des données permet d’extraire les informations sur les défauts
(types, orientation, degré de risque) et d’émettre un diagnostic sur la soudure. Or, il y a actuellement
une pénurie d’experts analystes en soudure et les délais pour procéder aux analyses s’allongent.
Ceci peut parfois aboutir & des fraudes et des erreurs de manipulation humaine. Egalement, les
analyses reposent sur des données brutes qui ne permettent pas de localiser la soudure de fagon
précise. Ce projet vise le développement, la validation et I'implantation de méthodes d’intelligence
artificielle pour :

a) Assurer l'intégrité et l'authenticité des données ultrasonores soumises pour la premiére fois ;
) Identifier les différentes parties d’'une soudure ;
c) Reconstruire la surface géométrique 3D d’une soudure ;

)

Assurer un meilleur suivi des analyses périodiques d’'une méme soudure.

Un processus de détection des doublons a d’abord été développé. Le processus est adapté en
fonction des deux types de doublons existants (exact duplicate et near duplicate). La premiére partie
de ce processus utilise des fonctions de hachage (hash) pour générer une empreinte numérique a
partir des données ultrasonores (S-Scan 3D). Cela permet de détecter rapidement et efficacement
les exacts duplicates. La deuxiéme partie, qui se concentre sur la détection des near duplicates, se
base sur un processus de détection en deux étapes : (1) 'identification des candidats et (2) la mesure
de la similarité. L’identification des candidats se fait & I'aide d’un algorithme de la famille de la
recherche des plus proches voisins. Cet algorithme, Locality Sensitive Hashing, génére un hash en
fonction des caractéristiques des scans ultrasonores. Il faut tout d’abord créer une base de données
de hash de chacun des scans ultrasonores. Lorsqu’un nouveau scan ultrasonore est disponible,
Locality Sensitive Hashing permet de retrouver rapidement les candidats qui sont potentiellement des
near duplicates grace au hash et a la base de données. Ensuite, chaque candidat est évalué, c’est-
a-dire comparé avec le scan en requéte, a l'aide d’'une mesure de similarité afin de connaitre le niveau
de similarité de chaque candidat. La mesure de similarité sélectionnée est la multi-scale structural
similarity index measure. Finalement, chaque candidat dont la mesure de similarité est supérieure a
un seuil prédéterminé est considéré comme un near duplicate. Ce processus de détection a été testé

et évalué sur un ensemble de données fournies par le partenaire industriel Ondia.



A la suite de la détection des doublons, I'identification de la soudure et des défauts est effectuée a
'aide de méthode de segmentation basée sur les plus récents avancements en deep learning. Le
modéle de segmentation choisi est un fully Convolutional network qui prend en intrant un scan
ultrasonore 3D et qui produit deux cartes de segmentations distinctes : une des différentes parties
de la soudure et une des défauts. Les différentes parties de la soudure ont été divisées en quatre
pour cette étude : matériel de base, soudure en V, soudure en double-V et réflexion incompléte de la

soudure. Les défauts sont identifiés de fagon binaire (défaut ou pas).

La troisieme étape consiste a reconstruire la surface de la soudure et des défauts, et ce, a partir des
deux cartes de segmentation produite. Cette étude fait appel a une méthode de modélisation basée
sur 'apprentissage d’un prior local afin de reconstruire en trois dimensions la surface de la soudure
et ses éventuels défauts. Cette technique de deep learning qui apprend a prédire une fonction de

distance signée est trés robuste, étant en mesure de reconstruire autant la soudure que les défauts.

Finalement, un dernier outil permet de faire le suivi périodique des soudures. Cet outil se base en
grande partie sur le méme processus que pour effectuer la détection des doublons. La recherche des
candidats est encore une fois effectuée a l'aide de locality sensitive hashing. L'intrant a ce processus
est toutefois un échantillonnage aléatoire de la surface des modéles géométriques 3D. A l'aide de la
distance de chanfrein et d’un seuil prédéterminé, il est possible de retrouver des soudures déja
scannées et de les comparer. Ceci permet d’effectuer un meilleur suivi périodique des soudures. |

est possible de constater la dégradation de la soudure et des défauts au fil de sa vie utile.

En somme, cette recherche a permis de développer un processus d’analyse de soudure complet,
précis et automatisé. Le résultat de cette étude est 'augmentation de la qualité du processus
d’analyse des soudures par I'ajout de nouveaux éléments (les quatre sous-objectifs) qui étaient
indisponibles auparavant. Ces informations aident les analystes certifiés dans le processus de
décision, réduisant ainsi leur fardeau et le délai entre I'acquisition des données et la décision finale.
Une autre contribution est I'ajout de ce processus a un logiciel infonuagique, permettant une analyse

des scans ultrasonores en quelques minutes seulement.
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ABSTRACT

Degradation of engineering materials is a natural phenomenon that causes different risks to many
industries, such as transportation and civil engineering. The main objective of non-destructive testing
is to acquire data on engineered materials to assess their integrity and safety. In welding, the
effectiveness of non-destructive testing relies on consistent data acquisition using ultrasonic
equipment, and reliable analysis by an expert. Analysis of the data allows professionals to extract
information about the defects (types, orientation, degree of risk) and to make a diagnosis about the
weld. However, there is currently a shortage of certified analysts, and the time required to perform an
analysis is increasing. In this context, analyses are prone to human error and potentially even fraud.
Also, the analyses are based on raw data that does not have the precise location of the weld. This

project aimed at developing, validating, and implementing artificial intelligence methods to:

a) Ensure the integrity and authenticity of the ultrasound data submitted for the first time
b) Identify the different parts of the weld
c) Reconstruct the 3D geometric surface of these parts

d) Ensure a better follow-up of the periodic analyses of a given weld

Firstly, a duplicate detection process was developed. The process was adapted according to the two
types of existing duplicates (exact duplicate and near duplicate). The first part of this process used
hash functions to generate a digital fingerprint from the ultrasound data (3D S-Scan). This allowed to
detect exact duplicates quickly and efficiently. The second part, which focused on the detection of
near duplicates, was based on a two-step detection process: (1) candidate identification and (2)
similarity measurement. Candidate identification was done using an algorithm from the nearest
neighbor search family. This algorithm, called Locality Sensitive Hashing, generated a hash based
on the characteristics of the ultrasound scans. First, a database with all ultrasound scan hashes was
created. When a new ultrasound scan was available, Locality Sensitive Hashing could quickly find
the candidates that were potentially near duplicates, thanks to the hash and the database. Then, each
candidate was compared with the query scan using a similarity measure called multi-scale structural
similarity index measure, to find the level of similarity of each one. Finally, candidates whose similarity
measure was higher than a predetermined threshold were considered as near duplicates. This

detection process was tested and evaluated on a dataset provided by the industrial partner Ondia.

Following the detection of duplicates, the identification of the weld and its defects was performed
using a segmentation method based on the latest advances in deep learning. The segmentation
model chosen was a fully convolutional network that took as input a 3D ultrasound scan and produced
two distinct segmentation maps: one of the different parts of the weld and one of the defects. The

different parts of the weld were divided into four for this study: base material, single-V weld, double-
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V weld, and the incomplete reflection of the weld. The defects were identified in a binary way

(presence or absence of defect).

The third step was to reconstruct the surface of the weld and its defects by using the two segmentation
maps produced. This study used a modeling method based on the learning of a local prior to
reconstruct the surface of the weld and its possible defects in three dimensions. This deep learning
technique, which learns to predict a signed distance function, is very robust, being able to reconstruct

both weld and defects.

Finally, a last tool was developed to periodically monitor the welds. This tool was largely based on
the same process used for duplicate detection: Locality Sensitive Hashing. The inputs, however, were
random samples of the surface of the 3D geometric models. Using the chamfer distance and a
predetermined threshold, it was possible to find previously scanned welds and compare them with
each other. This allows for a better periodic monitoring of the welds because it is possible to see their

degradation and the emergence or evolution of defects over time.

In summary, this research has resulted in the development of a comprehensive, accurate and
automated weld analysis process. One of the main contributions of this study was an increase in the
quality of the weld analysis process by adding new features and processes that were previously
unavailable. This information helps certified analysts in the decision process, reducing their burden
and the time between data acquisition and the final assessment. Another contribution was the addition
of this process to a cloud-based software, which allows analysis of ultrasound scans in just a few

minutes.
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DEFINITIONS

Type d’apprentissage en intelligence artificielle

Il existe deux principes d’apprentissage : I'apprentissage supervisé ou non supervisé [1]. Le choix du
type d’apprentissage dépend de la taille de I'ensemble de données disponibles pour I'entrainement
de l'architecture du réseau de neurones (RDN), de la variabilité des données analysées, du type de
données et de l'objectif du modele.

Apprentissage supervisé

En général, l'apprentissage supervisé requiert des centaines (souvent des milliers) d’exemples
annotés [2]. Il est supposé que les données d’entrainement soient disponibles sous forme de paires
(x,¥), ou x € R™ est un exemple d’entrainement et y est 'objectif, le résultat attendu. Les exemples
annotés décrivent les résultats que le modele d’intelligence artificielle (1A) doit produire (prédire).
L’apprentissage se fait par la mise a jour de la pondération des poids entre chaque neurone en
générant un signal d’erreur entre les données annotées (désirées) et les résultats du RDN. Il s’agit
de la méthode d’apprentissage la plus utilisée. L'annotation de milliers de données peut-étre un

exercice long, complexe et couteux [3].
Apprentissage non supervisé

Entrainer un modéle d’lA sans utiliser d’exemples annotés s’appelle I'apprentissage non supervisé.
Ce type d’apprentissage se base sur I'apprentissage des tendances intrinséques aux données [4].
L'application typique est le partitionnement (clustering) qui consiste a partitionner les données en
groupes, appelés cluster, en fonction des similitudes de leurs caractéristiques intrinséques.
L’apprentissage non supervisé est également utile pour effectuer de la détection d’anomalies. Le
modele append alors a reconnaitre les données normales. Une fois que le modéle est en mesure de
bien reconnaitre ce qu’est une donnée normale, il est capable de détecter les anomalies. Entrainer
un modéle d’lA a 'aide de I'apprentissage non supervisé permet donc d’utiliser des données qui ne
sont pas annotées, ce qui représente un avantage dans bien des cas. Les architectures qui utilisent
'apprentissage non supervisé sont les Auto-Encodeurs, les Generative Adversarial Networks, les

Deep Belief Networks et les Restricted Boltzman Machines.
Contréle par Ultrasons

Le contréle par ultrasons utilise un transducteur piézoélectrique pour générer des ondes ultrasonores,
variant de 500 kHz a 20 MHz, qui se propagent a travers une plaque métallique [5]. Les ondes

ultrasonores sont réfléchies par les défauts et retournent vers le transducteur [6]. Le transducteur
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capte les ondes réfléchies et les convertit en signaux électroniques. Ces signaux, se nommant A-
Scan, contiennent ainsi l'information sur le type, la taille et I'orientation des défauts. En plus des
signaux de type A-Scan, il existe des signaux de type B-Scan, C-Scan et S-Scan. Le principe des
signaux de type B-Scan est de balayer le transducteur suivant une direction sur la piéce. La position
du transducteur et le signal de type A-Scan regu a cette position sont adjoints permettant d’obtenir
une image représentant la structure interne de la piéce suivant un plan de coupe. Pour les signaux
de type C-Scan, le méme principe que pour le B-Scan est utilisé, mais en réalisant plusieurs plans
de coupes. On a ainsi une représentation en voxel de la structure de la piece. Finalement, les signaux
de type S-Scan (sectoriel) sont obtenus a la suite d’'un balayage, mais cette fois-ci suivant un angle.
Ce type de signal est obtenu généralement avec un transducteur multiélément (phased-array
ultrasonic testing : PAUT). Le PAUT crée des données 3D de la structure de la surface inspectée,
permettant une analyse approfondie de celle-ci. Les données récoltées par le PAUT sont au format
(frames, beams, samples) ou les frames correspondent aux tranches du scan dans le sens de I'axe
y. Les beams correspondent au nombre d’éléments utilisé pour générer la vague ultrasonore. Les
samples sont le nombre d’échantillons de données récoltées par beam lorsqu’une vague ultrasonore
est générée. De nos jours, le contréle par ultrasons est devenu l'une des techniques d’essai non
destructif les plus populaires. Le résultat de cette popularité est la production de grandes quantités

de scans ultrasonores (A-Scan, B-Scan, C-Scan, S-Scan).

Convolutional Neural Networks (CNN)

Les CNNs sont des RDN qui combinent des couches convolutives et des couches entiérement
connectées [2]. Les premiéres couches se spécialisent dans I'extraction des caractéristiques, tandis
que la deuxiéme partie du modéle est constituée des couches pour la classification. Les couches
d'extraction de caractéristiques sont des couches de convolutions et de pooling, tandis que la
classification est effectuée par une couche entierement connectée. Les CNNs peuvent apprendre
des patterns dans différentes zones des images en se concentrant sur des caractéristiques de bas
niveau qui sont assemblées en caractéristiques de haut niveau. |l permet la classification sans
extraction préalable des caractéristiques. Les CNNs ont toutefois besoin d’un large ensemble de
données pour I'apprentissage, en plus de I'utilisation intensive des techniques d'augmentation des

données.

Augmentation de données

Le probléme avec I'entrainement des modéles d’apprentissage profond (deep learning) est la rareté
des données représentatives disponibles, et ceci est d’autant plus vrai pour les données ultrasonores
[7]. Les données ultrasonores réelles sont utilisées pour créer des données ultrasonores virtuelles.

L’augmentation des données est nécessaire par le besoin important de données d’entrainement des
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CNNs et des RDN profonds. En fait, sans une quantité importante de données couplée a
'augmentation des données, les résultats de ces réseaux sont décevants. L’augmentation des
données consiste en la modification des données d’entrainement a des fins d’augmenter la
performance des modéles. Ces techniques modifient Iégérement les intrants de fagon a respecter les
modifications naturellement présentes dans les données. Les techniques les plus couramment

utilisées sont la rotation, la translation, I'ajout de bruit et le redimensionnement.
Hyperparamétres

En IA, un hyperparamétre est un parameétre dont la valeur est utilisée pour contréler le processus
d'apprentissage. Les valeurs des autres paramétres (par exemple les poids) sont obtenues par
'entrainement (apprentissage). Les hyperparamétres peuvent étre classifiés comme étant des
hyperparamétres de modéle, qui touchent a la sélection du modéle, ou des hyperparamétres
d'algorithmes, qui en principe n’exercent aucune influence sur la performance du modéle, mais
affectent la rapidité et la qualité du processus d'apprentissage. Un exemple de hyperparamétre de
modele est la taille du modéle, le nombre de couches, le choix de la normalisation, les fonctions
d’activation utilisées, la fonction de perte utilisée ou la valeur de dropout. Des exemples de
hyperparamétre d'algorithme sont le learning rate, la taille des batches et la fonction d’optimisation

utilisée.
Mesures de performance

Etant donné la variété des taches et des architectures rencontrées en IA, un tableau résumant les
différentes mesures de performance utilisées est présenté. Le Tableau 1.1 décrit les mesures les
plus fréquentes. Il présente les abréviations utilisées, détaille les mesures de performance et leurs

domaines d'application.

Tableau 1.1 : Mesures de performance les plus communes

Abréviation Mesure de performance Domaine d’application

VP +VN e
Accuracy Classification
VP+FP+VN+ FN

AP L’aire sous la courbe Précision-Rappel Détection

L’aire sous la courbe ROC (Receiver Operating

AUC characteristic)

Segmentation, Détection

VP
2VP+FP+FN

DSC Dice Similarity Coefficient = 2 - Détection, Segmentation
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Aire de chevauchement

"Précision + Rappel

loU Intersection over Union = : ~ Détection
Aire de lrunion
MAP Moyenne de I'AP calculée pour toutes les classes Détection
s VP Classification,
Précision —_— X
VP + FP Segmentation
Rapoel VP Classification,
PP VP + FN Segmentation
Précision x Rappel .
Score F1 Segmentation

Convention sur la terminologie

Il est important de noter que le mot défaut est réservé aux analystes certifiés qui I'utilisent lorsque

leur analyse confirme la présence d’un défaut dans un scan ultrasonore [5]. Lorsqu’un algorithme ou

une personne non-qualifiée identifie un défaut dans un scan ultrasonore, le mot indication doit étre

utilisé. Il s’agit alors de preuves contenues dans un examen non-destructif. Le mot flaw est également

utilisé pour qualifier une imperfection ou une discontinuité qui peut étre détectée par des essais non

destructifs et qui n'est pas nécessairement rejetable. Finalement, un défaut correspond a un ou

plusieurs flaws dont la taille, la forme, I'orientation, I'emplacement ou les propriétés ne répondent pas

aux critéres d'acceptation spécifiés et sont rejetables.

Il faut préciser que dans la littérature, le mot defect est majoritairement utilisé. Flaw est également

utilisé plus occasionnellement. Le mot indication est pratiquement absent de la littérature. Dans cette

étude, le mot défaut est utilisé pour simplifier la compréhension des lecteurs.
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1 INTRODUCTION

1.1 Contexte global de la thése

La dégradation des matériaux d'ingénierie est un phénoméne naturel qui présente néanmoins
d'importants risques environnementaux, économiques et de sécurité [8]. La société moderne dépend
de l'intégrité continue de ces matériaux. De nombreux domaines, incluant le transport, I'énergie, le
stockage de matériau liquide et gazeux, les systémes sanitaires et les communications reposent sur
un suivi soutenu de la dégradation des matériaux pour en assurer l'utilisation efficace et sécuritaire.
Les essais non destructifs (ou contrdle non destructif) représentent une étape critique de I'évaluation
des matériaux pour en assurer l'intégrité durant leur service. En soudage, les Essai Non-Destructif
(END) reposent sur une acquisition cohérente de données sur la soudure réalisée, a la suite de
laquelle elles doivent étre soumises a une analyse fiable. L’analyse des données permet, entre
autres, de valider de la qualité de la soudure et de vérifier s’il y a la présence de défauts [5]. Plusieurs
techniques de END ont pour objectif d’analyser des données recueillies a méme les matériaux
d’'ingénierie pour en évaluer la qualité [9]. Parmi ces techniques, le contrdle par ultrasons se distingue
par ses nombreux avantages tels que son accessibilité, sa portabilité, sa sécurité, son rapport colt-
efficacité et son rapport signal-bruit élevé. Le contréle par ultrasons est 'une des méthodes d’END
les plus efficaces pour faire I'évaluation de la qualité et la détection des défauts dans les matériaux

d'ingénierie [10].

La popularité actuelle de I'lA est sans précédent [11]. Pendant des décennies, l'intérét pour I'lA était
uniqguement académique, car les applications étaient limitées et les performances étaient au mieux
modestes [2]. Toutefois, I'augmentation récente de la puissance de calcul, due aux progrés du
matériel informatique, comme I'unité de traitement graphique (GPU), et au développement de
nouvelles architectures d’lA, a contribué a faire monter en fleche les performances de I'lA dans
plusieurs domaines [12]. De nombreuses industries ont ajouté des outils basés sur I'|A a leurs
processus de décision et a leurs activités [13]. L’apprentissage profond révolutionne le
fonctionnement de nombreuses industries en permettant le développement de méthodes puissantes
capable d’interpréter de grandes quantités de données automatiquement et rapidement [1]. Le
domaine des END est I'un des domaines ou I'apprentissage profond a un impact notable. Il faut savoir
que la détérioration des matériaux est souvent multifactorielle, ce qui fait qu’elle est difficile a
comprendre et a modéliser en raison du grand nombre de variables inconnues qui influencent le

degré de dégradation des matériaux.

De nombreuses études se sont concentrées a développer des outils d’analyse des signaux
ultrasonores pour classifier automatiquement les défauts en utilisant I'l A [14, 15]. Ces études ont pour

objectif de classer les différents signaux en fonction du type de défaut rencontré [16]. Ces études



développent des techniques d’apprentissage automatique (machine learning) pouvant classer les
défauts jusqu'a 95 % des cas [17]. Afin d’améliorer la précision des outils d’analyses, certaines
recherches utilisent des RDN conventionnels et des modéles profonds [18-21]. Ceci permet de
diminuer 'erreur de classification a moins de deux pour cent avec des données sans bruit, ce qui se

rapproche notamment du niveau de performance d’'un analyste certifié [13, 22].

1.2 Lacunes ciblées par cette thése

L’analyse des données ultrasonores pour faire le diagnostic des défauts de soudure est une tache
fastidieuse, sujette au biais de l'analyste. L’interprétation des données repose sur le jugement
subjectif d’analystes certifiés, ce qui rend les conclusions vulnérables aux erreurs humaines. En plus,
la quantité de données produite actuellement par les END surpasse la capacité du personnel qualifié
disponible pour en faire I'analyse [23, 24]. En effet, il y a actuellement, au Canada et mondialement,
une pénurie d’analystes certifiés de soudure (inspecteur en soudage certifié [Certification
d’inspecteur visuel du Bureau Canadian de Soudage [BCS] CSA W178.2 niveau 2 et certification
ONGC en Ultrasons niveau 2]), menant a divers problémes tels que des délais dans les audits d’END,
la falsification des données, et les erreurs de manipulation [25, 26]. En raison du vieillissement des
infrastructures, des catastrophes naturelles, des accidents industriels (par exemple les explosions
d'un entrepbt de produit chimique a Tianjin en 2015 faisant 173 morts) et des investissements
croissants dans de nouveaux projets d'infrastructures, la demande pour de nouveaux analystes
répondant aux exigences de lindustrie des END s'est accrue progressivement depuis 2013.
Toutefois, le succés des END dépend en grande partie sur la capacité d’analystes certifiés a analyser

les données ultrasonores.

Dans le secteur des END, I'lA est au cceur de plusieurs recherches depuis des décennies [27]. Alors
que les premiéres applications étaient loin d'étre au niveau d'un analyste certifié, les récentes
applications utilisant I'apprentissage profond sont maintenant plus performantes que les analystes
certifiés pour classer les défauts de soudure dans les scans ultrasonores [13, 28]. L’objectif de ces
recherches est généralement de développer un RDN capable de soutenir des décisions critiques,
comme l'évaluation des défauts de soudage a partir de données issues de END [29, 30]. Le probléme
de pénurie d’analystes est d’autant plus important qu’a I'heure actuelle, les modéles de détection et
de classification de défauts ne peuvent remplacer le travail des analystes certifiés, car ces modéles
ne considérent qu’un faible nombre de défauts et la plupart des modéles ignorent totalement la
localisation des défauts par rapport a la soudure [31-34]. Pourtant, ignorer la localisation du défaut
par rapport a la soudure diminue la qualité de I'analyse et peut réduire le risque pergu d’'un défaut.
Par exemple, un défaut, telle une fissure, localiser prés de la racine de la soudure est davantage

critique qu’une inclusion située en plein coeur de la soudure.



Parmi les techniques d’analyse recensées, les RDN profonds et les réseaux de neurones convolutifs
profonds font figure de chef de file. Ces deux méthodes permettent une classification sans extraction
préalable de caractéristiques. Des CNNs sont actuellement capables de détecter entre 85 % et 98 %
des principaux défauts d’'une soudure (manque de fusion, manque de pénétration, fissure, porosité
et inclusions) [10, 22]. Bien qu’ils représentent une nette amélioration par rapport aux techniques
antérieures, notamment les RDN traditionnels et les machines a vecteurs de support (SVM) [17, 35],
une méthode générale de détection des quelque 25 différents types de défauts possibles d’une
soudure semble encore loin de voir le jour [36]. En effet, la majorité des modéles actuellement
recenseés classifient les données ultrasonores en fonction du type de défaut qui est inclus dans les
données de soudure [37-41]. Bien que ces études représentent des avancées techniques
intéressantes permettant de réduire le fardeau des analystes ainsi que le délai de traitement entre
I'acquisition des données et la décision finale, ces études comportent plusieurs failles qui impactent
leur mise en pratique a grande échelle [7, 42]. Les limites de ces études ont rapidement été dévoilées
lors des essais en milieu industriel. Or, les modéles qui effectuent la détection, ce qui consiste a
trouver les coordonnées d’'une boite encadrant le défaut a travers les données, n’utilisent pas de
données ultrasonores en trois dimensions [43]. Les intrants analysés varient d’images ultrasonores

a des images radiographiques [44-46] en passant par le courant de Foucault [47].

En raison de la difficulté de I'entrainement de modeéles 3D, les méthodes d’apprentissage profond
actuellement appliquées dans le domaine des END fonctionnent principalement sur des images en
deux dimensions. En fait, 'apprentissage profond en trois dimensions est une tache ardue. Les
raisons proviennent des limitations suivantes : I'entrainement d’'un réseau profond sur un grand
volume peut s'avérer trop onéreux en termes de calcul pour une application réelle ; et un réseau
profond utilisant des patchs 3D comme intrant nécessite davantage d'échantillons d’entrainement,
puisqu'un réseau 3D contient des paramétres d'un ordre de grandeur supérieur a celui d'un réseau
2D [48]. Cela augmente considérablement le risque de surapprentissage (oveffitting), étant donné
les données d’entrainement limitées. Le domaine des END a souvent du mal a disposer d'un nombre
important d'échantillons d’entrainement en raison de la difficulté a générer et a obtenir des données

de soudures, souvent propriété de compagnies n’ayant aucun incitatif & partager leurs données.

Etant donné la quantité importante de données ultrasonores, les erreurs et les fraudes sont
inévitables. Les erreurs se produisent, entre autres, lors de la manipulation des données. Les
opérateurs peuvent soumettre un mauvais fichier ou le méme fichier a plusieurs reprises. Des fraudes
peuvent étre commises pour gagner du temps, de I'argent ou pour masquer le manque d'analystes
qualifiés pour effectuer le travail. Elle se fait généralement en remplagant un fichier inexistant par un
fichier sans défaut obtenu précédemment. Les fichiers frauduleux peuvent provenir de fichiers
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existants légerement modifiés ou de nouveaux fichiers acquis par le scan de soudures sans défaut.
Dans ce dernier cas, l'opérateur peut également modifier la configuration de I'appareil PAUT pour
induire I'analyste en erreur. La validation de I'intégrité et de I'authenticité des données ultrasonores

fournies pour analyse est donc aspect critique également.

Les logiciels d'analyse de données ultrasonores actuellement utilisées en END ne valident pas
l'authenticité des données, ce qui permet aux utilisateurs de soumettre les mémes données sous
différents noms et dans des situations différentes. Chaque scan soumis pour analyse doit étre certifié
comme étant original. Cependant, la difficulté de comparer des milliers de scans similaires est
importante et cela peut prendre beaucoup de temps pour un analyste. Le risque d'erreur humaine est
donc tres élevé. Comme les erreurs et les fraudes proviennent généralement de soudures déja
scannées, elles peuvent étre considérées comme des doublons des fichiers originaux [49]. En effet,
il N’y a pas de validation, ce qui fait que la détection de cas problématique est impossible. Il y a
actuellement des cas de falsifications (copier-coller de données, scans successifs de soudure

conforme, etc.) ou d’erreurs de manipulation.

En connaissant la signature d’'une soudure, il sera non seulement possible d’en assurer un suivi
périodique, mais également d’assurer I'intégrité des END d’une entreprise. En effet, la signature
géomeétrique pourra également permettre d’éviter les falsifications par le scan répétitif de la méme
soudure. |l s’agit d’'un cas connu de fraudes. En voici une bréve description : un employé d’une firme
d’audit scanne une soudure et envoie les données pour analyse. La soudure est évaluée par un
analyste certifié qui la juge conforme. L'employé fautif procéde alors a un deuxiéme scan (ou plus
encore) de la méme soudure : il posséde alors différents fichiers de données de la méme soudure
qu’il sait conforme. Ce stratagéme lui permet « d'emmagasiner » un plus grand nombre de soudures

conformes, tout en minimisant le temps et les efforts requis.

Une méthode permettant de calculer la ressemblance de deux modéles géométriques de soudures
(mesure de similarité basée sur les caractéristiques géométriques) sera implémentée afin d’envoyer
I'information aux personnes touchées par ce probléme dans le cas ou la similarité des deux soudures
est supérieure a un seuil établi. Compte tenu de I'importance des soudures, notamment dans le
domaine du génie civil (pont, viaduc), des réservoirs sous-pression (réservoir de pétrole, gazoduc,
oléoduc) et du transport (bateau, remorque-citerne, sous-marin), il est d’'une importance capitale que
chacune des soudures soumises pour analyse soit conformément analysée, qu’aucune erreur ou
falsification ne soit possible, que I'évolution des soudures soit facile a suivre et qu’aucune possibilité
d’erreur ne subsiste. Dans le cas d’une soudure, le matériau testé peut comporter différents types de
défauts, tels que des fissures, un manque de fusion, une porosité et une pénétration incompléte.
Selon le type de défaut et leur taille, la soudure peut nécessiter une réparation, un contrdle périodique
ou une reprise complete. La défaillance d'une soudure peut entrainer des conséquences
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dramatiques. Par exemple, une explosion suite a une fuite d'un joint soudé non qualifié a causé la
mort d’'un chimiste et blessé 7 autres personnes a Singapour en 2015 [50]. Considérant la gravité
potentielle des erreurs de diagnostic, il est toujours nécessaire qu'un analyste certifié contre-valide
les conclusions des modéles de détection et de classification basés sur I'lA. Les méthodes
actuellement utilisées ne sont pas suffisamment automatisées et performantes pour soustraire les

analystes du processus de diagnostic des données ultrasonores.

Le Tableau 1.1 résume les différentes lacunes énoncées ci-dessus et en identifie les conséquences.

Tableau 1.1 : Principales conséquences des lacunes actuelles

Lacunes Conséquences

Pénurie d’analystes qualifiés Augmentation des délais
Des erreurs ou des fraudes peuvent survenir
frequemment et facilement

Modeles d’lA ne sont pas suffisamment performants Impossible de soustraire les analystes du
processus de diagnostic
Modeles d’lA ne sont pas en mesure de localiser la Impossible de connaitre I'impact réel d’un défaut
soudure
Modéles d’lA ne considérent pas des intrants en 3D Réduction de l'efficacité des modéles

1.3 Objectifs de la thése

L’objectif principal consiste a reconstituer la géométrie 3D d’'une soudure a partir de données
ultrasonores issues d’un END. Cette reconstruction permet une meilleure validation des algorithmes
actuels de reconnaissance des défauts, tout en offrant une avenue possible de détection de fichiers

ultrasonores erronés ou falsifiés. De cet objectif général découlent quatre objectifs spécifiques :

a) Assurer l'intégrité et 'authenticité des données ultrasonores soumises pour la premiére fois ;
b) Identifier les différentes parties d’'une soudure ;
¢) Reconstruire la surface géométrique 3D d’une soudure ;

d) Assurer un meilleur suivi des analyses périodiques d’'une méme soudure.

La recherche se divise en plusieurs étapes, présentées en détail a la Figure 1.1. Les quatre zones
pointillées encadrent chacun des quatre objectifs spécifiques ci-dessus. Les étapes en vert
représentent les actions répondant directement a I'un des objectifs spécifiques du projet, tandis que
les étapes en bleu représentent des actions externes au projet (par exemple la soudure) ou des

décisions.
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Figure 1.1 : Schéma des étapes de réalisation des 4 objectifs spécifiques

La validation de I'atteinte de chacun de ces quatre objectifs spécifiques est réalisée a partir de fichiers
de données ultrasonores réelles, grace a une collaboration du partenaire industriel Ondia dans le
cadre d'une bourse Mitacs accélération. Les objectifs découlent directement de la vision de
I'entreprise pour son logiciel d’analyse automatisée. Il est important de mentionner que les solutions
développées dans ce projet seront implémentées dans le logiciel infonuagique de Ondia. Il est donc

primordial de rechercher des solutions qui sont efficaces algorithmiquement.

Le reste de la thése se présente comme suit. Le chapitre 2 discute de la revue de littérature, couvrant
chacun des thémes importants de ce projet. Le chapitre 3 expose la méthodologie utilisée. Le chapitre
suivant présente les résultats de chacun des quatre objectifs de cette étude. Finalement, la
conclusion au chapitre 5 revient sur les objectifs, discute des principales contributions, et précise les

perspectives de travaux futurs.



2 REVUE DE LITTERATURE

Ce chapitre est divisé en cing sections. Les quatre premiéres sont associées a chacun des quatre
objectifs de cette recherche et une section finale discute de son positionnement. Les techniques
permettant I'identification de doublons et la création d’'une empreinte numérique débutent la revue de
la littérature. Les avancements en |A, particulierement au niveau de la vision artificielle par ordinateur,
pertinents a cette recherche, sont ensuite présentés. Les concepts entourant le domaine des END y
sont discutés, suivis par les études et techniques permettant la création et la visualisation d’un objet
en trois dimensions. Par la suite, les méthodes permettant de faire un suivi périodique des soudures
sont survolées. Pour conclure ce chapitre, une discussion sur le positionnement de cette recherche

est présentée.
2.1 Détection des doublons

La littérature définit couramment deux types de doublons : le double exact et le quasi-doublon,
traduction respective de exact-duplicate (ED) et de near-duplicate (ND) [51]. Un ED est une copie
identique de l'original. L’identification des ED n'est pas une tadche complexe. La littérature comprend
de nombreuses études démontrant que c'est une tache facile, et ce méme en considérant différents
types de données [52]. La méthode traditionnelle de détection des ED consiste a créer un identifiant
unique, basé sur les différentes caractéristiques des données d'entrée, pour chaque fichier [51]. Cet
identifiant unique est ensuite ajouté dans une base de données. Lorsqu'un nouveau fichier est
disponible, son identifiant unique est calculé et une requéte est envoyée a la base de données pour
vérifier s'il est déja présent. Un ED est détecté si son identifiant unique est déja présent dans la base

de données.

Les algorithmes traditionnellement utilisés pour créer un identifiant unique sont les fonctions de
hachage. Les fonctions de hachage calculent une valeur de hachage unique pour une entrée donnée
[53]. La valeur de hachage est de longueur fixe, généralement 64 bits. Une propriété trés intéressante
des fonctions de hachage est qu'elles sont trés sensibles aux changements des données d'entrée.
La méme entrée génére toujours la méme valeur de hachage alors qu'une légére modification de
I'entrée produira une grande modification. La valeur de hachage peut étre calculée, quelle que soit la
longueur des données d'entrée. La probabilité de conflit, qui implique de générer la méme valeur de
hachage pour différentes valeurs d'entrée, est trés faible. De plus, les fonctions de hachage
nécessitent trés peu de puissance de calcul, méme pour des données d'entrée importantes. Une
autre propriété intéressante est qu'une fois la valeur de hachage générée, il n'est plus nécessaire de
conserver le contenu des données d'entrée pour effectuer d'autres comparaisons (requétes) dans la
base de données. Cela signifie que les scans PAUT, qui peuvent contenir plusieurs millions de points

en quatre dimensions, n'ont pas besoin d'étre enti€rement sauvegardés dans la base de données,
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ce qui permet d'économiser de la puissance de calcul et du temps. Les fonctions de hachage telles
que SHA256 ou MD5 peuvent détecter efficacement les ED dans une grande base de données [53,
54]. De telles fonctions sont utilisées dans les Blockchains pour identifier les blocs et assurer

l'intégrité de la chaine [55].

La littérature n’inclut que trés peu d’études ayant eu a déterminer une empreinte numérique pour des
soudures. Il n’existe aucun exemple d’utilisation d’empreinte numérique dans le but d’éviter les
erreurs de manipulations et les fraudes par falsification des données. En régle générale, les modéles
d’analyses des défauts ne vérifient pas l'identité des soudures et ne peuvent donc garantir
'authenticité des données associées a celles-ci. En revanche, il existe des recherches qui ont utilisé
un certain type de signature (par exemple acoustique, image, etc.) pour reconnaitre des défauts de
soudure [56-58]. Bien que ces recherches soient intéressantes d’'un point de vue de la détection de
défauts, la signature obtenue n’est pas utilisée afin d’identifier de fagon unique chacune des

soudures. Ces méthodes de détection de défauts ne sont donc pas a I'abri d’erreurs ou de fraudes.

La détection des ND consiste a trouver des versions altérées, Iégerement modifiées ou alternatives
des données originales dans un vaste ensemble de données [59]. La détection d'un ND est une tache
beaucoup plus complexe que la détection d'un ED. Le développement d'un détecteur de ND efficace
est un domaine de recherche trés actif [59-62]. La détection automatique des ND n'est pas une tache
triviale pour diverses raisons. Premiérement, les ND présentent des différences inhérentes dans leurs
valeurs. Deuxiemement, comparer un a un chaque fichier d’'une base de données pour rechercher
les doublons possibles est tout simplement impossible en temps raisonnable lorsqu'il s'agit de grands
ensembles de données. Par conséquent, une méthode efficace réduit la nécessité de comparer des

paires de fichiers, sous un seuil acceptable.

Les chercheurs se sont attardés au probléme de la détection des ND pendant de nombreuses
décennies compte tenu de son importance dans divers domaines [51, 60, 63]. Les ND sont présents
dans plusieurs aspects de la société moderne. lls sont présents dans les médias sociaux, dans la
réutilisation du matériel photographique, dans la détection des violations des droits d'auteur, a la
fraude par copier-coller et a de nombreux autres cas [59]. Dans toutes ces applications, les fonctions
de hachage standard ne peuvent pas détecter correctement les ND, car de l1égéres modifications des
données originales entrainent une différence significative de la valeur de hachage (identifiant unique),

trompant les requétes a la base de données.

Les méthodes de détections des ND sont généralement divisées en deux étapes : (1) l'algorithme
passe en revue tous les fichiers d'une base de données et détermine quels fichiers sont les n voisins
les plus proches du fichier original, ou n est un nombre prédéterminé et (2) les n voisins les plus

proches sont comparés au fichier original en utilisant une mesure de similarité. Il est alors possible
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de classer les n voisins les plus proches en fonction de leur similarité avec le fichier original. Ce
processus comporte deux éléments principaux : (1) un algorithme qui fonctionne efficacement dans
un grand ensemble de données et (2) une mesure de similarité qui peut effectivement quantifier la

similarité de deux fichiers.

Dans la famille des algorithmes de recherches des plus proches voisins, la fonction de hachage
Locality Sensitive Hashing (LSH) est tres utilisée puisqu’elle peut traiter des entrées de grande
dimension sous la forme d'un grand ensemble de données. LSH est une variante des fonctions de
hachage qui est moins sensible aux changements que les fonctions de hachage standard [64]. Le
principe de LSH est que les points proches dans l'espace d'origine ont une forte probabilité d'avoir la
méme valeur de hachage. Ainsi, de petites différences n’occasionnent pas de grand changement.
Cette fonction est donc plus robuste que les fonctions de hachage standard. LSH est un algorithme
efficace de recherche des plus proches voisins. Il peut alors étre utilisé pour faire une recherche par
similarité ou pour trouver des doublons (ED et ND) [63]. De ce fait, LSH semble en mesure de créer
des signatures numériques efficacement tout en permettant de retracer les cas ou les signatures

numeériques sont proches, ce qui peut correspondre a des erreurs ou fraudes.

Les études récentes sont désormais basées sur des RDN profonds [65]. Différents ensembles de
paires d'images sont utilisés pour entrainement le RDN profond. Le raisonnement qui sous-tend ces
réseaux est de classer les données en fonction de leur ressemblance [66]. L'avantage d'appliquer
des RDN profonds, tel que les CNNs, au probléme de la détection des ND est que ces réseaux
peuvent apprendre des abstractions hiérarchiques de haut niveau proches du processus cognitif
humain. Deux méthodes sont utilisées dans la littérature. La premiére tire profit d'un modéle pré-
entrainé pour I'extraction de caractéristiques [65]. La seconde méthode fait appel a un RDN formé a
I'apprentissage d'une fonction de classement dans un processus de complet, de sorte qu'il
cartographie I'espace d'entrée dans un espace latent afin que la distance de similarité (par exemple
la distance euclidienne ou la distance cosinus) puisse se rapprocher de la similarité visuelle [66]. La
fonction de perte qui classe les éléments est basée sur une architecture spéciale appelée réseau
siamois. L'utilisation d'un RDN profond pour détecter des doublons donne des résultats prometteurs.
Cependant, elle nécessite un entrainement et une grande puissance de calcul pour traiter les
données en deux ou trois dimensions. Ceci limite clairement leur utilisation dans un environnement

infonuagique comme celui ciblé par cette thése.
2.2 Identification de la soudure

Les sections 2.2.1 et 2.2.2 sont divisées en fonction des objectifs des modeles d’lA développés :

classification et segmentation. La classification de données de soudure, majoritairement les défauts,



fait partie du parcours historique pertinent en contrble par ultrasons, elle sera donc discutée en

premier.
2.21 Classification des défauts de soudure

La classification des défauts de soudure est bien documentée dans la littérature [14, 29]. Au début,
des techniques d'extraction de caractéristiques sont utilisées pour obtenir les caractéristiques
statistiques a partir des A-Scans ou pour débruiter le signal. Ces caractéristiques sont alors utilisées
comme intrant a des modeéles d’apprentissage machine ou des RDN conventionnels, tel que le Multi-
Layer Perceptron (MLP) et les machines a vecteurs de support [67, 68]. Ces premieres études
obtiennent des résultats intéressants dans certaines situations (données sans bruit, données de
laboratoire), mais performent moins bien que les analystes certifiés et ont de la difficulté dans les
conditions réelles (industrielles) [17, 69, 70]. Ces premiers classificateurs intelligents peuvent classer

correctement entre quatre et six types de défauts différents. Leur précision varie de 80 % a 91 %.

La littérature fait état de deux approches distinctes : I'utilisation d'algorithmes d'extraction de
caractéristiques, tels que des algorithmes de traitement du signal pour débruiter les données d'entrée
et extraire les caractéristiques [20, 37, 40, 71-73] ou l'utilisation sans débruitage du signal comme
intrant [22, 74, 75]. La premiére approche transforme les données obtenues des A-Scan par un
traitement de signal avant de procéder a la classification des défauts. Le traitement de signal a pour
objectif de raffiner I'information disponible, soit débruiter les données et extraire des caractéristiques
qui décrivent les données, ce qui augmente les performances des modéles. La deuxiéeme méthode
utilise directement les signaux des A-Scan comme intrant du modéle de détection et de classification
des défauts. Elle permet d’automatiser davantage le processus en limitant les actions d’un opérateur
[13, 22, 35].

Les sections 2.2.1.1 et 2.2.1.2 décrivent les techniques utilisées afin de classer les défauts de
soudure a partir des données ultrasonores. La section 2.2.1.1 décrit les méthodes avec le débruitage
des signaux ultrasonores alors que la section 2.2.1.2 présente les méthodes qui n’ont pas recours

au débruitage des signaux ultrasonores.
2.2.1.1 Méthodes avec débruitage

La détection et la classification des défauts de soudures a partir de données ultrasonores sont un
domaine de recherche actif et de nhombreuses approches basées sur I'lA ont été appliquées pour
automatiser ce processus [39, 74, 76-78]. L'objectif est de classer les différents signaux selon le type
de défaut rencontré. En END, la méthode classique pour classer les défauts de soudure obtenus a
partir de scans ultrasonores consiste a utiliser un RDN et les données ultrasonores de type A-Scan.

Les données annotées correspondent au type de défauts observés lors de I'analyse par un analyste
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certifié. Les RDN sont capables de classer correctement la plupart des défauts suivants : porosité,

manque de fusion, inclusion, pénétration incompléte et fissure (a différents endroits) [15, 35, 41].

Le signal des scans ultrasonores est bien souvent contaminé par du bruit provenant de diverses
sources, par exemple du systéeme de mesure, du matériau lui-méme, du cordon d’alimentation, du
milieu électromagnétique ou la machine a souder est en fonction, de la trop rapide répétition des
impulsions (Pulse Repetition Frequency) et de la rétrodiffusion (backscattering noise), ce qui masque
les échos des défauts dans le signal mesuré [79]. Par exemple, lorsque la taille du grain du matériau
est similaire a la taille du défaut, son écho sera masqué par le bruit structurel. Ce bruit limite I'efficacité

des analystes et des méthodes intelligentes de détection des défauts [67, 80].

Les premiéres recherches ont montré que I'utilisation d'un algorithme de traitement du signal comme
étape de prétraitement d'un classificateur améliore considérablement les performances globales. Le
recours au traitement du signal est utilisé pour éliminer le bruit afin d’améliorer le ratio signal sur bruit
(Signal to Noise Ratio) et extraire les caractéristiques pour la classification des défauts. Le rapport
signal sur bruit est un indicateur de la qualité de la transmission d'une information correspondant au
rapport de puissance entre le signal d'amplitude maximale et le bruit de fond [13]. Il est donc important

de maximiser ce rapport pour faciliter I'exploitation des données.

Dans ce contexte, différents algorithmes de traitement du signal ont été testés afin de déterminer
ceux qui donnent les meilleurs résultats. La transformée de Fourier, la transformée cosinus, I'analyse
en composantes principales (Principal Component Analysis : PCA) et la transformée en ondelettes
(wavelet transform) ont toutes été comparées, sans déterminer a l'unanimité un gagnant [73]. Il est
important toutefois de noter que la transformation en ondelettes est la méthode d'extraction de
caractéristiques la plus utilisée en END [14, 21, 27, 67]. La transformation convertit alors un signal
de son domaine d'origine (souvent le temps ou I'espace) en une représentation dans les domaines
du temps et/ou des fréquences et vice versa [68, 81]. Cela permet d'améliorer le rapport signal sur
bruit et d'extraire des caractéristiques pertinentes pour une analyse plus approfondie et une
classification des défauts. Les caractéristiques descriptives extraites (moyenne, variance, amplitude
maximale, amplitude minimale, énergie maximale, fréquence moyenne, fréquence minimale, demi-
point) sont ensuite utilisées comme intrant du classificateur. Les coefficients d'ondelettes sont utilisés
en entrée des classificateurs, tels qu'un RDN [35, 37, 82] ou une machine a vecteurs de support [32].
Leurs performances de classification peuvent atteindre une précision de 98 % sur des ensembles de

données privées [15, 41].

Le débruitage des données a pour objectif d’extraire le bruit y et I'image x d’'une image bruitée Z ou
Z = x + y [80]. La plupart des techniques essai d’approximer x a partir de Z en supposant que y est

généré par un processus bien défini, par exemple suivant une fonction gaussienne. Dans le domaine
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des END par ultrasons, les techniques de traitement de signal, notamment la transformation en
ondelettes, sont les techniques les plus utilisées [14, 21, 83, 84]. Plus récemment, les Denoising
Auto-Encoder sont devenus plus couramment utilisés pour réduire le bruit d’'une image ultrasonore
[80]. Il suffit d’entrainer un auto-encodeur a partir d'images bruitées artificiellement et faire apprendre
le réseau a reconstruire les intrants débruités. Les images bruitées utilisées pour I'entrainement
doivent correspondre fidélement, en termes de distribution du bruit, aux images réelles utilisées lors
de linférence. Les Denoising Auto-Encoder ont deux objectifs complémentaires : extraire les
caractéristiques les plus représentatives des intrants, ce qui correspond a l'espace latent, et
minimiser I'effet du bruit appliqué sur les intrants. La fonction de perte compare alors les valeurs de
sorties avec les intrants bruités et apprend a reconstruire 'image de fagon a éliminer le bruit. Il est a
noter que Denoising Convolutional Auto-Encoder est la version améliorée des Denoising Auto-
Encoder partageant la méme structure que les CNNs [72]. Comparés au Denoising Auto-Encoder,
les Denoising Convolutional Auto-Encoder sont plus robustes faces aux images corrompues. lls
peuvent étre utilisés pour débruiter des données ultrasonores brutes, permettant ensuite de distribuer
les données a un modéle pour une classification [85]. Les résultats de cette étude montrent qu'un
Denoising Convolutional Auto-Encoder peut débruiter avec succeés les données brutes ultrasonores,
ce qui améliore par conséquent la performance de classification des défauts de soudure des modeles

d’analyse.

Dans [18], deux méthodes ont été développées pour I'extraction de caractéristiques. La premiére
empile deux Sparse Auto-Encoder et extrait les activités dans la couche cachée (hidden layer) de la
derniére Sparse Auto-Encoder tandis que la seconde méthode est basée sur un CNN profond. Les
caractéristiques sont extraites d’images radiographiques pour la classification des défauts de
soudure (manque de pénétration, porosité, inclusion de scories et fissures). Ces caractéristiques sont
comparées aux caractéristiques extraites a I'aide de la méthode traditionnelle de la matrice de co-
occurrence de niveau de gris. Le CNN atteint une précision de 97 % alors que les méthodes

d'extraction traditionnelles atteignent une précision de 82 %.

Il est a noter que les études utilisant le traitement de signal n’utilisent pas les données ultrasonores
directement comme intrant. En effet, ces études utilisent des caractéristiques extraites a partir du
traitement de signal. Il est alors impossible pour les modéles utilisant cette approche de localiser le
défaut dans les données brutes. Ces modéles ont simplement pour objectif de classer

correctement le type de défaut.
2.2.1.2 Méthodes sans débruitage

Plusieurs études avancent que I'utilisation de ces techniques de débruitage n’est pas nécessaire et

que ces techniques augmentent inutilement la complexité du processus [10, 22, 35]. Avec
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l'augmentation récente de la puissance de calcul des ordinateurs, la taille et la complexité des RDN
profonds ont augmenté de fagon importante, ce qui a entrainé une amélioration importante des
performances des RDN et plus particulierement des modéles d'évaluation des défauts [39, 74]. Il
n'est plus nécessaire d'extraire les caractéristiques des données brutes, les RDN peuvent désormais
traiter des entrées et des ensembles de données volumineux. Cela permet d'automatiser davantage
le processus et d'augmenter les performances des modéles d’analyse [22, 35]. A plusieurs occasions,
les CNNs profonds ont surpassé les méthodes traditionnelles de classification des défauts de

soudures, et ce a partir des données brutes bruitées [10, 75].

Les CNNs utilisent les signaux A-Scan comme intrants pour classifier les défauts de soudure [13, 35,
73]. Les CNNs sont en mesure de traiter des signaux ultrasonores bruités, car leur structure est plus
complexe (plus profonde). Les CNNs sont des RDN profonds qui combinent des couches
convolutives et des couches entierement connectées. Les premiéres couches se spécifient dans
I'extraction des caractéristiques, tandis que la deuxiéme partie du modele est constituée des couches
pour la classification. Les couches d'extraction de caractéristiques sont des couches de convolutions
et de regroupement (pooling), tandis que la classification est effectuée par une couche entierement
connectée. Les CNNs peuvent apprendre des patterns dans différentes zones des images en se
concentrant sur des caractéristiques de bas niveau qui sont assemblées en caractéristiques de haut
niveau. |l permet la classification sans extraction préalable des caractéristiques. Les CNNs ont
toutefois besoin d’un large ensemble de données pour I'apprentissage. L'utilisation de techniques

d'augmentation des données pour accroitre la taille de 'ensemble d’entrainement est commun [47].

Des études récentes indiquent qu’'un RDN profond peut augmenter la performance de classification,
permettant d’atteindre une précision allant jusqu'a 99 %, ce qui est supérieur a la précision d'un
analyste certifié [28, 74, 75]. Selon ces études, les CNNs peuvent traiter des données bruitées brutes
et atteindre une grande précision pour la classification des défauts de soudure les plus fréquents.
L'un des avantages des CNNs est qu'ils peuvent traiter des entrées a haute dimension, comme des
données ultrasonores tridimensionnelles. Par exemple, les défauts de soudure peuvent étre détectés

dans les scans ultrasonores et étre identifiés par des boites (bounding box) [86].

Un réseau entiérement connecté avec dropout (abandon) a été proposé pour classer les défauts de
soudure a partir de signaux ultrasonores mixtes sans extraction préalable de caractéristiques [22].
Pendant l'entrainement, les couches dropout sont désactivées de maniére aléatoire, selon une
probabilité choisie, ce qui évite au réseau de concentrer les poids sur un nombre des neurones
limités. L'efficacité de leur modéle est évaluée en comparant les performances d'un réseau peu
profond a celles d'un réseau profond avec des couches dropout. Les résultats indiquent que
I'architecture du réseau profond est plus robuste et permet une meilleure précision de classification
sans extraction de caractéristiques ni débruitage des signaux ultrasonores.
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La plupart des classificateurs développés dans la littérature utilisent des données générées
artificiellement, ce qui implique des scans ultrasonores presque sans bruit. Cependant, le bruit est
fréquent dans les applications industrielles. Une étude compare l'efficacité d'un CNN a différents
niveaux de bruit [13]. Des techniques d'augmentation des données (décalage des signaux) et des
couches de dropout ont été utilisées pour éviter le surapprentissage. Les résultats montrent que le
CNN est trés performant pour un faible niveau de bruit. Sa précision diminue lorsque le niveau de
bruit augmente. L'efficacité du modéle varie de 88 % a 99 % pour des signaux a bruit élevé ou faible,

lorsqu’entrainée sur une base de données incluant les principaux types de défauts de soudure.

Un Sparse Auto-Encoder a été entrainé a la détection automatique des défauts de soudure a partir
de scanneurs radiographiques [19]. Un Sparse Auto-Encoder peut inclure plus de neurones cachés
que de neurones a I'entrée, mais seul un petit nombre de neurones cachés peut étre actif en méme
temps. Son entrainement est d'abord basé sur des algorithmes d'apprentissage non supervisés qui
ne nécessitent pas de données annotées. L'entrainement est ensuite affiné en utilisant un petit
ensemble de 88 données annotées, bien qu'un prétraitement important des données soit nécessaire.
Un sliding window est utilisé pour détecter I'emplacement des défauts. Le Sparse Auto-Encoder
atteint une précision de classification maximale de 91,84 %. Une telle approche est un cas trés

intéressant pour les situations ou les données annotées sont difficiles a produire.

Une étude visant a identifier les défauts de délamination d'un matériau composite a partir de signaux
A-Scan standardisé a permis de générer une représentation 3D des défauts, augmentant ainsi
considérablement la quantité d'informations qu'un analyste peut utiliser pour les détecter [10]. Cette
étude utilise les signaux ultrasonores pour classer les défauts des plaques polyméres renforcées de
fibres de carbone. La premiére étape consiste a appliquer wavelet packet decomposition aux signaux
ultrasonores. Les caractéristiques sont ensuite transmises a un CNN pour la classification. Le modéle
atteint une précision de classification de 98,15 %. Des C-Scan ont été utilisés pour créer une
représentation 3D des défauts. Les points appartenant a la méme classe de défauts dans une zone
spécifique sont conservés tandis que les points restants sont éliminés et considérés comme du bruit
de fond. La reconstruction des défauts est effectuée en utilisant la position de 'amplitude maximale
du A-Scan en un point spécifique pour localiser le défaut et ensuite, la représentation du modéle 3D
est créée par un ajustement de la surface lisse pour chaque classe de défauts. Dans le domaine du
soudage, la littérature ne rapporte aucune approche permettant la génération d’une telle
représentation compléte en trois dimensions (éléments géométriques de la soudure avec ses défauts
possibles). Les données géométriques sont totalement absentes du processus d’identification.
Pourtant, la localisation de chacun des éléments géométriques d’'une soudure (métal de base, ligne
de fusion, métal fondu, défauts) augmenterait a coup sir tant la performance de classification [87]

que l'efficacité d’identification des défauts [39, 40].
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La plupart des systémes automatisés de classification des signaux ultrasonores sont basés sur des
images, ce qui signifie qu'ils peuvent classer les défauts dans des images. Les signaux A-scan
peuvent étre considérés comme une série temporelle, il est donc possible d'appliquer un algorithme
de classification des séries temporelles tel que le Gated Recurrent Unit [28]. Une combinaison de
Fully Convolutional Network (FCN) et de Gated Recurrent Unit a été appliquée au probléme de la
classification des défauts de soudure. Le FCN contient six convolutions temporelles et constitue le
principal extracteur de caractéristiques, tandis que le Gated Recurrent Unit est composé de deux
couches. Les extrants de ces deux architectures sont concaténés et transférés a une couche softmax
pour la classification binaire. L'ajout de couches Gated Recurrent Unit augmente la précision de la
classification. Le réseau atteint une performance de classification binaire de 99,72 % (absence ou

présence de défauts).

En END, les modéles de détection des défauts visent a localiser le défaut dans des scans
ultrasonores. Ces modéles permettent généralement de localiser le défaut et de créer une boite de
délimitation autour de I'objet. En utilisant la précision moyenne (MAP) comme mesure de
performance, You Only Look Once (YOLO) [88] et Single-Shot Detector (SSD) [89] se sont révélés
étre parmi les modeles de détection les plus précis et les plus rapides. You Only Look Once est un
modéle de détection d’objets permettant de localiser les objets dans les images en les identifiant a
I'aide de boites. Le modéle a pour objectif de déterminer les coordonnées de la boite (Xcentre, Ycentre,
Xiargeur, Yhauteur) €t de déterminer la catégorie de I'objet localisé. YOLOv3 (la troisieme version), basée
sur ResNet et Feature Pyramid Network, consiste en une série de couches de convolutions (52 au
total), qui inclut des skips connections, permettant d’obtenir des cartes de caractéristiques a
différentes tailles, ce qui augmente la capacité du modéle a détecter des objets de différentes tailles.
Plusieurs boites peuvent étre prédites par You Only Look Once pour un méme objet. L’algorithme
Non-Maximum Suppression est alors appliqué. Cette technique détermine quelles boites se

superposent, trouve la meilleure boite et supprime toutes les autres boites.

En END, You Only Look Once et Single-Shot Detector ont été récemment implémentés dans un
probléme de détection de défauts. Un total de 490 images B-Scan contenant 1562 annotations ont
été utilisées. Un sous-ensemble de 157 annotations classé comme difficile en raison de ses échos
géomeétriques et du bruit de fond est inclus [86]. L’augmentation des données est utilisée pour ajouter
des données d’entrainement. Single-Shot Detector atteint un AP de 84,5 % sur un ensemble de tests
de 98 images faciles, tandis que You Only Look Once atteint 89,7 %. Les résultats diminuent
respectivement a 81,4 % et 85,6 % lorsque les cas difficiles sont inclus. Cependant, I'utilisation
d'images (2D) comme intrants ne permet pas de mesurer précisément les défauts, ces modeles ne
prennent en compte que des tranches du défaut. L'étape suivante consiste a appliquer ces

architectures données PAUT 3D.
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Il est important de noter qu’il n'existe actuellement aucune base de données publique de scans
ultrasonores de soudure [40]. Etant donné que les performances des modéles d’apprentissage
profond dépendent des données d'entrée (quantité et qualité), les performances présentées ne
peuvent pas étre comparées explicitement. Néanmoins, le Tableau 2.1 présente un recueil des
meilleures pratiques rencontrées en END. Il est a ce stade impossible de déterminer le meilleur

classificateur sans effectuer une analyse comparative a l'aide d'une base de données commune.

Tableau 2.1 : Résumé des études de classification en END utilisant I'lA

Performance de

Etudes Annlee f:le Types d’intrant Méthode d fa).(trgctlon Architecture classification
publication des caractéristiques (%)
[10] 2017 Signal Wavelet Packet CNN 08
ultrasonore Transform
Signal 88-99
[13] 2018 Aucune CNN dépendant du
ultrasonore .
bruit
[18] 2019 _Images Aucune CNN 97
radiographiques
Images Sparse 92
[19] 2018 radiographiques Défauts de soudure Auto- (classification)
grapniq Encoder
Signal
[22] 2018 ultrasonore Aucune Dense 92
28 2019 Signal Gated R t Unit FCN 99,7
[28] ultrasonore ated Recurrent Uni ,
[39] 2018 Images Aucune CNN 96
optiques
Signal
[74] 2018 ultrasonore Aucune CNN 95
Signal
[75] 2019 ultrasonore Aucune CNN 95
Signal Denoising Auto- 97-99
[85] 2020 ultrasonore g CNN dépendant du
Encoder .
bruit
Images T . You Only
[86] 2019 ultrasonores Détection de défauts Look Once AP de 89,7

La recherche d'un classificateur efficace des défauts de soudure a conduit a tester de nombreuses
architectures différentes, dont les CNNs, les auto-encodeurs et les Gated Recurrent Unit. Les
meilleures performances actuelles appartiennent a des CNNs pour la classification des défauts de
soudure a partir de scans ultrasonores sans bruit [13, 22]. Par exemple, une combinaison d'un auto-
encodeur et d'un CNN peut atteindre une performance de classification de 99 % [85]. Ces

classificateurs deviennent de précieux outils dans le processus d'analyse des données ultrasonores.
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Parmi la liste de plus de vingt défauts de soudure différents, les plus couramment considérés sont la
porosité, le manque de fusion, l'inclusion de scories (slag inclusion), la pénétration incompléte et les
fissures (a différents endroits) [9, 36, 90]. Si les récentes implémentations permettent d'obtenir une
trés grande performance de classification des défauts les plus fréquents, tous les défauts de soudure
ne sont pas pris en compte. Certains défauts spécifiques sont trés peu fréquents dans les applications

industrielles, c'est pourquoi les études sont généralement limitées a quatre ou cinq types différents.
2.2.2 Segmentation a I’'aide de I'apprentissage profond

La segmentation se spécialise dans la détection précise des objets, plus particulierement leur
contour, et la classification de ceux-ci. Le principe de la segmentation d'images pourra ainsi étre
modifié pour non pas considérer des pixels (indice sur 256 de rouge, bleu et vert) par position, mais
des amplitudes par position (X, Y, Z) [91-93]. En général, pour effectuer la segmentation, les RDN
profonds de type FCN sont utilisés. Ces réseaux produisent des cartes de segmentation permettant
de connaitre I'appartenance de chaque voxel a une classe d’objets, par exemple plaque d’acier,

soudure, rebonds, défauts et autres [94, 95].
2.2.2.1 Segmentation a partir d’algorithmes supervisés

Les CNNs représentent une architecture classique utilisée pour segmenter efficacement les objets
dans une image [96]. U-Net est I'un des réseaux convolutifs les plus populaires. U-Net est un FCN,
un réseau entiérement convolutif, développé a l'origine pour la segmentation en imagerie médicale.
Ce modele consiste en deux parties : un encodeur consistant en une succession d’opérations de
contraction suivi par un décodeur, c’est-a-dire une série d’étapes d’expansion de I'image, donnant a
I'architecture une forme de U. L’encodeur capture le contexte tandis que la partie d'expansion permet
une localisation précise de I'objet. L’encodeur consiste en une couche CNN typique, suivi d'une unité
linéaire rectifiée (ReLU) et d’'un max-pooling. L’encodeur réduit l'information spatiale tout en
augmentant l'information sur les caractéristiques (features map). Le décodeur consiste en des
convolutions ascendantes (up-convolution) et des concaténations a haute résolution. L'idée est de
remplacer I'opération typique de mise en commun par des opérations de suréchantillonnage
(upsampling) afin d'augmenter la taille de 'image jusqu'a ce qu'elle atteigne sa taille initiale. A chaque
bloc, des skips connections transférent I'information résiduelle de 'encodeur vers le décodeur, ce qui

permet de conserver I'information spatiale. L’architecture de U-Net est présentée a la Figure 2.1.
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Figure 2.1 : L’architecture de U-Net, tiré de [96]

Lors de sa publication en 2015, U-Net est devenu la référence en segmentation d'images. En effet,
U-Net a été testé sur différents ensembles de données biomédicales surpassant les autres
architectures dans chacun des cas, en se basant sur la trés populaire Intersection over Union (loU)
comme mesure de performance. De plus, la segmentation est rapide, nécessitant moins d'une
seconde par image. Un autre avantage est que U-Net peut étre entrainé en n’utilisant qu’un petit
nombre de données d’entrainements, et ce sans que ces performances en souffrent. Dans la
publication originale, seules 35 images originales ont été utilisées pour [I'entrainement.

L'augmentation des données est alors utilisée [96].

Diverses améliorations ont été apportées a I'architecture U-Net originale, permettant d'obtenir des
performances de référence dans diverses taches [97-99]. Une adaptation de U-Net réussit a
segmenter des images ultrasonores au lieu des images traditionnelles [97]. Un modele 3D a été
adapté a partir du modéle original pour effectuer de la segmentation volumétrique. Les convolutions
2D sont remplacées par leur équivalent 3D [99]. Le modéle apprend alors des images volumétriques
peu annotées. Un probléme important pour les modéles 3D est la quantité de données disponibles
pour lentrainement, car les modeéles 3D requiérent exponentiellement plus de données
d’entrainement que les modéles 2D. Ce probléme est résolu en utilisant des images volumétriques
peu annotées comme données d'entrée. Seules des tranches 2D annotées sont donc nécessaires
pour générer une segmentation volumétrique dense. Le réseau atteint une loU moyenne de 86,3 %.
D'autres implémentations 3D de U-Net sont appliquées avec succes a la segmentation du cerveau

en utilisant des images de résonance magnétique comme données d'entrée [100, 101].
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No-New-UNet (nnU-Net) est 'une des implémentations les plus intéressantes de U-Net, car il s’agit
d’'un modéle construit pour s’adapter a diverses taches de segmentation [98]. L'objectif de cette
version améliorée de U-Net est de développer un modeéle plus robuste, s’adaptant facilement a
d’autres domaines que la segmentation de données médicales. nnU-Net propose une structure en
cascade afin d’augmenter les performances du réseau ainsi que I'utilisation de LeakyRelu comme
fonction d’activation et une combinaison de dice et d’entropie croisée comme fonction de perte. Ceci
se traduit en de meilleures performances que U-Net sur un ensemble varié de taches de

segmentation (10 objets médicaux différents).

Basé en partie sur la structure de U-Net, V-Net est un modéle de segmentation d’images trés
performant [102]. Comme U-net, V-Net est composé de deux blocs principaux : un encodeur et un
décodeur. L’encodeur est divisé en quatre étapes qui incluent d’'une a trois convolutions chacune. A
chaque étape, une fonction résiduelle est apprise. L'intrant de chaque étape est transmis aux
couches de convolutions, aux couches d’activations non linéaires et ajoutées a I'extrant de la derniére
couche de convolution de cette étape. Cette architecture permet une meilleure convergence que les
modeles sans fonction résiduelle (tel que U-Net). Pour compresser les intrants, des convolutions avec
un kernel de 2x2x2 et un stride de 2 sont utilisées. Le remplacement des couches de pooling avec
des convolutions permet de réduire la consommation de mémoire durant I'entrainement. Le fait de
réduire la taille des intrants augmente la taille du champ récepteur (receptive field). Finalement,
Parametric Rectified Linear Unit (PRelu) est utilisée en tant que fonction d’activation non linéaire
[103]. Parametric Rectified Linear Unit différe de Relu au niveau de la gestion des valeurs négatives.
Relu sature les valeurs négatives a une valeur nulle (zéro) alors que Parametric Rectified Linear Unit
considére les valeurs négatives en les pénalisant de facon paramétrique. La partie décodeur est
composée de quatre étapes permettant d’augmenter la résolution des données compressées afin de
produire une segmentation multi-classe. A chaque étape du décodeur, une déconvolution est
appliquée afin d’'augmentation la taille des données, suivie par une a trois couches de convolutions.
Des fonctions résiduelles sont également présentes, comme dans la premiére partie du modele. Le
modéle reconstruit les données de la méme taille que les intrants, produisant une carte de
segmentation multi-canaux, ou pour chaque voxel une probabilité d’appartenance a chaque classe
est disponible. Finalement, des skips connections sont présentes dans le modéle afin de garder

information spatiale.
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Figure 2.2 : Représentation de V-Net, tiré de [102]

Tout comme U-Net, V-Net ne nécessite pas beaucoup de données d’entrainement pour produire des
résultats intéressants, et ce, méme en 3 D. L’article original n’utilise que 50 images de résonance
magnétique de taille 128x128x64 pour I'apprentissage. |l faut préciser que des techniques
d’augmentation des données sont appliquées. V-Net atteint un DSC de 86 % sur une tache de

segmentation binaire, surpassant les autres modeles au moment de sa publication.

DeeplLAB est 'un des modéles de segmentation sémantique les plus populaires [104]. Il partage
plusieurs caractéristiques avec U-Net, V-Net et les autres modéles de segmentation sémantique telle
que les FCN. Parmi les caractéristiques qui le distinguent des autres modéles, il y a I'utilisation de
convolution atrous. Une convolution atrous est une convolution avec un espacement (stride) de taille
définie r au niveau de I'échantillonnage. Cela permet de contrdler la résolution a laquelle les réponses
des caractéristiques sont calculées. DeepLAB se distingue également par I'utilisation de atrous
spatial pyramid pooling, ce qui lui permet de segmenter de fagon robuste des objets de taille diverse.
Il est a noter que la version originale DeepLAB a été améliorée depuis sa publication. DeepLABv3
est la version la plus a jour actuellement. Dans la troisieme version, la normalisation par batch est

ajoutée pour faciliter 'entrainement.

DenseNet est un FCN trés profond développé originalement en 2017 (2D) [105]. DenseNet souléve
un probléme avec les CNNs traditionnels lorsqu’ils deviennent trop profonds et propose une
architecture profonde résolvant ce probleme. Lorsque les CNNs deviennent trop profonds,
l'information des intrants subit une multitude de transformations a travers chacune des couches, ce

qui peut avoir 'effet de faire disparaitre cette information, résultant en probléme de vanishing
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gradient. DenseNet simplifie la connectivité entre les couches en connectant chacune des couches
entre elles. Ce principe se nomme le feature reuse puisque le réseau apprend en exploitant les
informations contenues dans les intrants a plusieurs reprises. |l en résulte un modéle moins complexe

(moins de paramétres) qui offre des performances de segmentation élevées.

Bien queles CNNs et les FCN atteignent des performances intéressantes, ils possédent
généralement plusieurs millions de paramétres a entrainer et de nombreuses couches. Cela
nécessite des heures d’entrainements et limite I'adaptabilité des réseaux plus profonds. Une solution
possible pour réduire la durée des entrainements est de combiner un CNN avec un algorithme de
partitionnement non supervisé. Le CNN est alors entrainé pour localiser la région d'intérét et
l'algorithme de partitionnement effectue la segmentation. Ce processus a été appliqué a la
segmentation des vaisseaux sanguins a partir d'images échographiques du foie [106]. Cette
recherche atteint une précision de 99,14 % au niveau de précision des pixels tout en maintenant le
réseau a une taille modeste en utilisant seulement 132 images d’entrainement. L'efficacité de ce
processus vient du fait que la tache principale est effectuée par le CNN, qui localise la région d'intérét,

tandis que la segmentation est effectuée par un algorithme simple en dehors du réseau de CNN.

L’acquisition des données ultrasonores implique un réglage précis des parameétres des appareils
d’acquisition pour augmenter la précision visuelle des données et les données résultantes peuvent
contenir des artefacts et du bruit de fond. L'intégration de connaissances préalables (atlas)
contribuerait a réduire les effets des artefacts et du bruit introduits par I'acquisition des données
d'entrée. Dans [107], les modéles de segmentation ont appris une représentation 3D des propriétés
anatomiques cardiaques a partir d'images de résonance magnétique et de scans ultrasonores.
Combiné a une nouvelle procédure d'entrainement, il en résulte une performance accrue par rapport

aux performances de référence.

AtlasNet utilise également les propriétés anatomiques en entrainant de multiples réseaux redondants
(en paralléle) en fonction des configurations anatomiques [108]. L'idée est que des objets spécifiques,
tels que le coeur ou des soudures, possedent un nombre trés limité de formes et qu'un réseau devrait
donc exploiter cette situation de redondance. AtlasNet est composé de deux parties: un
transformateur et un dé-transformateur. La partie transformatrice est composée d'un opérateur
déformable et d'un réseau de segmentation. L'inverse de I'opérateur déformable est la partie dé-
transformateur. Par rapport aux réseaux dans son domaine, AtlasNet les surpasse en atteignant un
coefficient dice (Dice Score Coefficient : DSC) de 67,7 %. Il faut noter que les performances varient

en fonction du nombre d'atlas.
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Une autre fagon d'exploiter la présence de forme récurrente est d'ajouter une forme préalable comme
terme de régularisation dans la fonction de perte des FCN. Dans [109], un prior en forme d'étoile a
été introduit dans la fonction de perte pour segmenter les Iésions cutanées, pénalisant les points
segmentés qui ne satisfont pas une forme convexe. L'ajout de la forme étoilée a permis de surpasser
les modéles populaires tels que U-Net et ResNet de respectivement 5 % et 2 % sur le DSC dans la
tache de segmenter des points appartenant a des maladies pulmonaires interstitielles dans des

images de tomodensitométrie.

Les CNNs traditionnellement utilisés en vision par ordinateur possédent deux limitations importantes :
ils ne tiennent pas compte du contexte et ont des difficultés avec les structures déformables [110].
En effet, une segmentation précise (par un analyste humain) requiert généralement des indices
provenant du contexte. Ces indices correspondent, par exemple, a une position ou la présence d’'un
objet (artére par exemple). Les CNNSs prédisent les classes des pixels de fagon individuelles, ignorant
les dépendances a plus longue portée. Les CNNs peuvent réduire certains éléments a du
bruit/contexte (background). Ce genre de probleme est le résultat de la réduction de la résolution des

données qui arrive a chaque couche des CNNs standards.

Afin d’éviter ces deux problemes, la littérature propose d’utiliser I'entrainement contradictoire
(adversarial). Un Generative Adversarial Networks est un modéle génératif ou deux réseaux sont
placés en compétition dans un scénario de théorie des jeux [111]. Le premier réseau est le
générateur, il génére un échantillon (par exemple une image ou une segmentation) basé sur les
caractéristiques de l'ensemble des données d’entrainement, tandis que son adversaire, le
discriminateur essaie de détecter si I'échantillon (par exemple I'image) est réel ou le résultat du
générateur [112]. Les deux réseaux sont mis en compétition dans un scénario de théorie des jeux,
ou le générateur tente de synthétiser des échantillons plus réalistes pour tromper le réseau
discriminateur qui lui apprend a distinguer entre les vrais et les faux échantillons. Les deux réseaux
sont donc entrainés a partir du méme ensemble de données [111]. Les méthodes de segmentation
basées sur les Generative Adversarial Networks comprennent a la fois des méthodes supervisées et
non supervisées [112]. Lorsque des données annotées sont disponibles, I'entrainement
contradictoire permet d'améliorer les performances de segmentation des modéles génératifs, souvent
des FCN tel que U-Net. Une expérience démontre que l'utilisation de I'entrainement contradictoire
avec un CNN améliore la capacité des méthodes de segmentation sémantique tout en augmentant

la performance des méthodes non sémantiques [113].

Dans [110], le réseau discriminateur évalue la qualité de la segmentation des images de nerfs et
punit le réseau si la segmentation n’est pas bonne. L'entrainement du réseau de segmentation
minimise la fonction de perte, dégradant ainsi les performances du discriminateur (adversarial).
L’entrainement du discriminateur encourage le réseau de segmentation a produire des images qui
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sont de mieux en mieux segmentées, les rendant difficiles a distinguer si elles sont réelles (provenant
des images d’entrainement) ou créer de toutes piéces par le réseau d’attaque. Cette étude atteint un
loU moyen de 73,3 %, surpassant la compétition (meilleur modéle de référence : CNN + Recurrent
Networks) de plus de 1 %.

L’entrainement contradictoire a été mis a profit a plusieurs occasions afin de segmenter de fagon
précise plusieurs types d’objets, souvent en imagerie médicale, tels que poumon [114], des tumeurs
mammaires [115], le foie [116], le cancer de la prostate [117], le cerveau [113] et les nerfs [110]. Par
exemple, LGAN utilise 220 images de tomodensitométrie seulement pour entrainer un Generative
Adversarial Networks a segmenter des images de poumons. Plusieurs structures ont été testées et
analysées permettant d’atteindre des performances de segmentation sémantique atteignant un loU
moyen de 92,25 %. Les résultats maximaux ont été obtenus a l'aide d’'un Generative Adversarial
Networks doublé d’un réseau de régression. La principale contribution consiste en la modification de
la perte du discriminateur en une fonction de perte combinée définie comme étant E[D(G(x))] —

E[D(réel)].

Le Tableau 2.2 résume les études présentées dans cette section. Les performances des études
présentées ne peuvent pas étre comparées, car les ensembles de données utilisés pour I'évaluation

sont différents.

Comme le montre le Tableau 2.2, la littérature est trés peu abondante en ce qui concerne la
segmentation des données ultrasonores de l'industrie END, telles que les défauts de soudure, en
utilisant les récentes découvertes en IA. Cependant, la littérature inclut plusieurs exemples de
segmentation d'objets complexes a partir de données ultrasonores ou de données obtenues par des
techniques d'acquisition similaires. Bien que le réseau U-Net n'ait pas été appliqué directement dans
l'industrie des END, il a été appliqué a une variété de taches et en utilisant divers types d'entrée, ce

qui démontre sa grande flexibilité.

Il est a noter qu’afin d’élargir la quantité d’études pouvant étre considérées par cette recherche, le
domaine de l'imagerie médicale a été inclus dans cette revue de littérature. Bien que les objets
analysés soient complétement différents (organes, lésions et masses vs défauts et soudures), les
outils utilisés dans ce domaine sont tres similaires a ceux utilisés dans le domaine des END. En effet,
imagerie médicale utilise les ondes ultrasonores [106, 118-120], l'imagerie par résonance
magnétique [121-124], la tomodensitométrie [114, 125] et la radiographie par rayons X [126]. Il est
donc possible de transposer les méthodes développées dans le domaine de I'imagerie médicale au
domaine des END. Un aspect intéressant est que le domaine de I'imagerie médicale est largement
plus actif que celui des END, résultant en un plus grand nombre d’études utilisant I'lA pour

diagnostiquer des problémes de santé a partir de données ultrasonores [4, 127, 128].
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Tableau 2.2 : Résumé des études de segmentation supervisées

Etudes Ann'ee Qe Type d’intrants Tache dg Architecture Performance (%)
publication segmentation
[114] 2019 Imaggs de’ . Poumons Contradictoire loU moyen de 92
tomodensitométrie
[96] 2015 Images Structures U-Net JoU moyen de 92
neuronales
[97] 2019 Images ultrasonores P’a|.'0| U-Net loU moyen de 87
artérielle
98] 2018 2D images et 10 disciplines U-Net DSC Ig plus élevé sur
3D Voxels plusieurs classes
[99] 2016 2D Tranches d'images Rein U-Net JoU moyen de 86
volumétriques
[100] 2019 Images de resonance Cerveau U-Net DSC de 80 1
magnétique
[101] 2019 Images de resonance | ooy, U-Net DSC de 73
magnetique
3D image de
[102] 2016 résonance magnétique Prostate V-Net DSC de 86,9
Objets
[104] 2018 Images (Pascal DeepLab loU moyen de 79,7
VOC-2012)
[105] 2017 Images Objets DenseNet Erreur Top1 de 25,02
(ImageNet) ’
[106] 2018 Images ultrasonores R99'°’.‘S CNN Précision pixel de 99
vasculaires
3D image de
[107] 2017 résonance magnétique Coeur ACNN DSCde93,9+1,7
3D image ultrasonore
Images de Maladie
[108] 2018 g - pulmonaire AtlasNet DSC de 67,7
tomodensitométrie ; "
interstitielle
[109] 2018 Images Lesp;‘;’;f‘ de | Fon avec prior DSC de 857
[110] 2018 Images ultrasonores Nerfs Contradictoire loU moyen de 73,3
[113] 2017 , 3Dimage de Cerveau | Contradictoire DSC de 92 + 3
résonance magnétique
. - DSC de 93,8
[115] 2019 Images ultrasonores Seins Contradictoire loU de 88.8
3D image . Contradictoire
[116] 2017 tomodensitométrie Foie (U-Net) DSC de 95 +2 DSC
[129] 2019 3D images Seins CNN loU moyen de 85
ultrasonores

2.2.2.2 Segmentation a partir d’algorithmes non supervisés

Etant donné qu'il est difficile d’annoter des scans ultrasonores de soudures, et considérant la
structure des soudures et la nature de 'acquisition des données PAUT, les méthodes d'apprentissage
non supervisées peuvent s’avérer trés intéressantes pour réaliser la segmentation des soudures [9,
90]. C'est pourquoi, dans cette section, les méthodes d'apprentissage non supervisées qui ont fait
leurs preuves sont présentées, telles que les auto-encodeurs et les Generative Adversarial Networks
[94, 95].
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L’apprentissage par renforcement (Reinforcement learning) implique I'apprentissage en interagissant
avec un environnement, ce qui permet a I'agent artificiel d’apprendre des tdches complexes qui
pourraient prendre plusieurs étapes avant d’atteindre la solution [130, 131]. Dans le domaine de
I'imagerie médicale, I'objectif est de détecter un point d’intérét, soit une Iésion, un organe ou un repére
anatomique, a travers un ensemble de données a l'aide d’'une séquence de décisions markovienne
qui permet a 'agent de naviguer dans les données [125, 132]. L’agent artificiel apprend donc a
identifier le chemin optimal vers le point d’intérét en interagissant avec un environnement 3D. L’agent
artificiel peut exécuter six différentes actions pour se diriger vers I'objectif, soit se diriger vers : la
droite, la gauche, droit devant, derriére, en haut et en bas. L’'agent artificiel réussit a trouver les
repéres anatomiques avec une efficacité d’environ trois millimétres (2,37 a 6,29 mm dépendamment

du repére).

Un auto-encodeur est un modéle en deux parties qui encode les intrants dans une représentation
latente, une version compressée des intrants, et qui reconstruit la représentation latente dans son
format d'origine [1]. Lors de ces transformations, les réseaux tentent de minimiser les erreurs de
reconstruction entre les intrants et la reconstruction [3]. L'auto-encodeur apprend donc la répartition
des données brutes. Les auto-encodeurs sont entrainés a partir d'images sans défauts. Lorsqu’ils
sont confrontés a des images comprenant des défauts, ils ne sont plus en mesure de reconstruire
I'image correctement due aux défauts. Une comparaison entre I'image reconstruite et 'image initiale
permet de détecter et segmenter les défauts. Les auto-encodeurs ne nécessitent pas de données
annotées pour I'entrainement, ce qui constitue un avantage intéressant dans les situations ou

'annotation est difficile. La Figure 2.3 montre I'architecture générale d’'un auto-encodeur.
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'
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Figure 2.3 : Architecture d’'un auto-encodeur, adapté de [133]

Afin de minimiser I'impact du bruit sur les résultats de classification, un auto-encodeur a été mis a
I'essai afin de développer un modéle robuste au bruit [85]. Trois essais ont été réalisés, I'entrainement
d’'un CNN avec des données bruitées, I'entrainement d’'un auto-encodeur avec des données sans
bruit et I'entrainement d’'un auto-encodeur avec des données bruitées. Les résultats de ces essais
confirment [l'efficacité de [I'auto-encodeur. En effet, l'auto-encodeur obtient les meilleures

performances de classification des défauts parmi les trois essais.

Les auto-encodeurs convolutifs (Convolutional Auto-Encoder) ont été appliqués avec succés a la
tdche de segmentation des défauts dans les images [95]. Les auto-encodeurs convolutifs ont des
capacités de traitement des images supérieures que les auto-encodeurs traditionnels [72, 80]. En
utilisant un ensemble de données contenant 200 images de nanofibres, un auto-encodeur convolutifs
atteint une aire sous courbe (AUC) de 96,6 % [94]. Les résultats optimaux sont obtenus en utilisant
Structural Similarity Index Measure (SSIM) comme fonction de perte au lieu de la distance ¢, un
espace latent de 500 et un batch size de 128. La distance ¢ Est une fonction de perte par pixel qui
suppose que les valeurs des pixels voisins sont indépendantes les unes des autres tandis que les
interdépendances des régions de patchs locales sont prises en compte avec les SS/IM. Le passage
de la distance ¢? a SSIM entraine une augmentation des performances (AUC de 68,7 % a 96,6 %)
pour la segmentation des images. Il est a noter qu'une version améliorée du SSIM, appelée Multi-
Scale Structural Similarity Index Measure (MSSSIM) a été proposée, qui surpasse le SSIM
traditionnel [134]. MSSSIM utilise différentes tailles de fenétre pour capturer des détails les plus fins
aux objets globaux des images. Toutefois, il N’y a pas encore d'utilisation combinée de MSSSIM et

d’un auto-encodeur convolutifs en END.

Diverses améliorations aux auto-encodeurs traditionnels sont proposées dans [135]. Premiérement,
I'utilisation de la fonction de perte de perceptuel est proposée en remplacement de la fonction de
perte traditionnelle basée sur la distance #P. Comme pour les SSIM, cette étude décrit comment les
mesures de distance basée surla distance ¢ manque de contexte puisque ces mesures se
concentrent sur les pixels individuellement. La fonction de perte perceptuel correspond a la différence
entre les caractéristiques profondes des images des intrants x et les images reconstruites X. L'idée
derriere I'utilisation de la fonction de perte perceptuel est pour stocker les caractéristiques des images
saines (sans défaut). Par conséquent, I'auto-encodeur apprend a connaitre la distribution des images
saines, ce qui lui permet de comprendre les données d’entrainement. Pour augmenter ['efficacité de
ce processus, l'utilisation de la croissance progressive est proposée, qui consiste a démarrer
I'entrainement a partir d'un réseau basse résolution et a ajouter des couches progressivement. Enfin,
leur troisieme modification par rapport a 'auto-encodeur traditionnel consiste a utiliser un trés petit

nombre de données annotées pour définir les valeurs optimales des hyperparamétres, ce qui
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augmente la précision de détection de la AUC ROC de 1 % a 5 % selon les données utilisées. Bien
que cette approche ne soit pas entierement non supervisée, elle n'implique pas d'hypothéses
déraisonnables puisque, souvent, quelques exemples peuvent facilement étre annotés. Cette étude
atteint une précision de détection de la ROC AUC de 93,4 % pour la détection des ganglions

lymphatiques, dépassant de 2,8 % les meilleurs performances précédentes.

En utilisant une méthode basée sur la similarité par région et un CNN, il est possible de détecter et
de localiser les défauts dans les images de microscopie électronique a balayage des matériaux
composites [43]. Cette méthode débute par la construction d'un dictionnaire des régions sans défauts
(régions normales). Le dictionnaire est construit en extrayant les caractéristiques des régions des
images d'entrainement a l'aide d'un CNN, puis en appliquant I'analyse en composantes principales
pour réduire la dimensionnalité des vecteurs de caractéristiques. K-Means est également appliqué
dans la construction du dictionnaire. La méthode peut alors mesurer a quel point une sous-régression
est une anomalie par rapport au dictionnaire des régions normales. Le degré d'anomalie est mesuré
comme étant la similarité visuelle entre une sous-région donnée et une sous-région normale. La
similarité visuelle correspond a la distance euclidienne entre les vecteurs caractéristiques extraits
des deux sous-régions. Un seuil est utilisé pour classer la sous-région donnée en une région normale
ou anormale. Lors de la prédiction, 'image entrante est divisée en sous-régions et les sous-régions
sont ensuite comparées au dictionnaire des régions normales. Cette méthode innovante permet

d'atteindre une AUC de 97 % sur les grandes images.

Dans [136], la capacité de deux architectures convolutives profondes est évaluée pour reconstruire
un crane de foetus a partir de scans ultrasonores 3D incomplets. Un auto-encodeur convolutifs et un
auto-encodeur conditionnel variationnel sont analysés. Un auto-encodeur conditionnel variationnel
est une combinaison d'inférence bayésienne probabiliste et d’apprentissage profond pour la
représentation conditionnelle des multiples. Il s'agit d'un modéle génératif qui approxime la probabilité
conditionnelle P(Y;|X;), ou Y; et X; représentent I'objectif (crane complet) et la condition variable
(créne incomplet). Dans ce type de réseau, le modéle génératif conditionné peut étre représenté
comme Y; = G(X;,z), ou la fonction de cartographie G est mise en ceuvre sous la forme d'un RDN.
L'idée derriere un auto-encodeur conditionnel variationnel est aussi d'apprendre a échantillonner les
valeurs de z qui sont susceptibles de produire Y;. Les deux modéles ont été entrainés a partir de
107 échantillons et évalués sur 26 échantillons de test. Le modéle génératif permet d'obtenir un DSC
de 86 %.

Dans [110], les auteurs ont souligné les limites des CNNs lors de la segmentation des nerfs a partir
d'images ultrasonores. Les CNNs prédisent la classe des pixels séparément les uns des autres et
ignorent donc les dépendances anatomiques de plus haut niveau. Les CNNs éprouvent des difficultés

également contre les structures déformables, ce qui entraine une mauvaise classification d'objets
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déformables. Par exemple, les nerfs sont parfois confondus en bruit de fond. Ceci est causé par les
couches de convolution qui réduisent la résolution de I'image a chaque couche. Pour surmonter ces
problémes, un Generative Adversarial Networks composé d'un réseau de segmentation et d'un
réseau discriminateur est proposé. Le réseau de segmentation est un CNN profond avec une
convolution dilatée. La convolution dilatée augmente la taille du champ de réception sans perte de
résolution. L'expérience surpasse de plus de 1 % (mean IloU) la performance de segmentation de

référence sur les nerfs, ce qui prouve une fois de plus la puissance de I'entrainement contradictoire.

La combinaison de l'architecture Least Squares Generative Adversarial Networks et de quatre
fonctions de pertes différentes (adversarial, reconstruction, région et délimitée) génére une
segmentation trés précise des images cardiaques [137]. Leur expérience a été réalisée en utilisant
des scans ultrasonores et des images de résonance magnétique comme intrants. Le réseau
discriminateur évalue la qualité de la segmentation et pénalise le réseau si la segmentation n'est pas
bonne. L'entrainement du réseau de segmentation minimise la fonction de perte, ce qui dégrade les
performances du réseau générateur. Leur modéle est similaire a un auto-encodeur, le réseau de
segmentation étant I'encodeur qui est suivi par un réseau de reconstruction. L’entrainement du
réseau générateur encourage le réseau a produire une segmentation de meilleure qualité, ce qui
rend difficile de distinguer si elles sont réelles (a partir d'images d’entrainement) ou créer de toutes

piéces par le réseau.

La détection des anomalies correspond au développement d'un modéle d’apprentissage profond qui
vise a détecter les objets anormaux dans les images en apprenant la distribution des données
normales, permettant ainsi aux modéles de mettre en évidence les anomalies avec précision [138,
139]. Le principal avantage de la détection d'anomalies est qu'elle ne nécessite pas de données
annotées puisqu'elle est basée sur le principe de détecter les patterns inconnus. Les données
d'anomalies sont généralement limitées par leur nature, car de nombreuses anomalies, comme les
défauts de soudure, se produisent rarement. C'est pourquoi les efforts nécessaires pour obtenir
suffisamment de données anormales et pour les étiqueter sont importants. La détection d'anomalies
utilise une grande quantité de données saines non annotées pour entrainer un réseau qui apprend
la distribution normale des données, ce qui lui permet de détecter les anomalies lorsqu'il en rencontre

une.

Le modéle F-anoGAN combine le principe de détection des anomalies et la grande capacité des
Generative Adversarial Networks [138]. F-anoGAN, qui signifie fast anomaly detector using
Generative Adversarial Networks, permet d'obtenir une grande précision de segmentation tout en
ayant un temps d'inférence rapide. La structure de F-anoGAN est illustrée a la Figure 2.4. F-anoGAN
se compose d'un encodeur, qui apprend la correspondance des images avec l'espace latent, d'un
générateur qui reconstruit les images a partir de I'espace latent et d'un discriminateur qui classe les
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images comme réelles ou reconstruites. Le générateur apprend a générer des images correspondant
a la distribution fournie par I'entrainement en saisissant la variabilité normale. Le discriminateur peut
estimer 'ajustement des images générées a la distribution des images d’entrainement. Ce processus
est basé sur le modéle de Wasserstein Generative Adversarial Networks (WGAN) [140]. Les
anomalies sont obtenues en combinant les erreurs de reconstruction et I'erreur résiduelle de la
caractéristique discriminante. Des scores d'anomalies élevés sont attendus des anomalies.

F- anoGAN atteint 80 % sur le score f-1 et 93 % sur la AUC, surpassant ainsi les autres détecteurs

d'anomalies.
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Figure 2.4 : Représentation visuelle de F-anoGAN, tiré de [138]

Un modéle profond combinant les structures d’'un auto-encodeur variationnel et d’'un Generative
Adversarial Networks, nommé AnoVAEGAN, est proposé pour la segmentation des anomalies
cérébrales a l'aide d'une métrique par pixel basée sur la distance £ [141]. Les modeéles d’auto-
encodeurs spatiaux peuvent étre utilisés pour capturer les variabilités anatomiques normales du
cerveau a partir d'images de résonance magnétique. La qualité de la reconstruction est améliorée en
exigeant des données d'entrée alignées et en ajoutant la fonction de perte contradictoire pour
améliorer la qualité visuelle des images reconstruites. En utilisant le principe des auto-encodeurs, le
réseau apprend a cartographier les tissus cérébraux sains et peut donc détecter, délimiter et
segmenter les pathologies comme des déviations de la norme. D'autres détecteurs d'anomalies sont
construits sur des principes similaires, augmentant a chaque fois les performances de détection et
de segmentation [142, 143].

La plupart des réseaux contradictoires présentés jusqu’a présent utilisent des intrants en 2D et
génerent des images en 2D. Une version 3D du Generative Adversarial Networks est proposée dans
des études plus récentes [114, 116]. Cependant, I'entrainement d'un réseau générateur 3D nécessite
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davantage de données et la durée de I'entrainement est significativement augmentée. Par exemple,

une étude propose une segmentation 3D du foie a partir de scans de tomodensitométrie en utilisant

un Generative Adversarial Networks [116]. Le réseau générateur utilise une architecture U-Net pour

segmenter des scans de tomodensitométrie 3D de I'abdomen. |l atteint une performance de 95 % en

DSC, surpassant les méthodes CNNSs traditionnelles (92 %) en termes de performance et d'efficacité

de calcul.

Le Tableau 2.3 résume les études présentées dans cette section, avec leurs performances

respectives. Comme on peut le constater, les études portant sur la segmentation des défauts de

soudure sont trés peu nombreuses. En revanche, les études utilisant des Generative Adversarial

Networks pour segmenter des objets complexes sont nombreuses. Les Generative Adversarial

Networks ont été appliqués avec succes a la segmentation du cerveau, du coeur, des poumons et de

la rétine [113, 114, 138, 144]. Son efficacité réside dans sa structure qui permet I'entrainement en

paralléle des réseaux générateurs et de discriminateurs.

Tableau 2.3 : Résumé des études de segmentation non supervisées

Etudes Anng € qe Type d’intrants Tache de segmentation Architecture Performance
publication (%)
[43] 2018 Images Défauts CNN-based self- | o 4o 97
similarity
[94] 2018 Images Défauts Auto-encodeur 97 (AUC)
convolutifs
mages efauts . - on disponible
95 2019 | Déf Auto-encodeur |\ gichonibl
convolutifs
. Generative
[114] 2019 3D image Poumon Adversarial DSC de 98,5 +
tomodensitométrie 3
Networks
Images de
[141] 2018 résonance Cerveau AnoVAEGAN bsc c113 30’5 *
magnétique ’
Images . . Perceptual auto-
[135] 2020 radiographiques Ganglions lymphatiques encoder 93.4 (AUC)
3D scans Reconstruction du Auto-encodeur
[136] 2018 ultrasonore crane du foetus convolutifs DsC de 86 + 4
Tomodensitométrie Generative
[137] 2018 etrgg?‘iiscge Ceoeur entier Adversarial bsc d5e1 66 et
magnétique Networks
. s 79.8 f-score
[138] 2019 Images oculaires Rétine F-anogan 93.0 AUC
[142] 2019 - di;;ziﬁques Contrdle de sécurité | Skip-GANOMALY | 94 AUC moyen
[144] 2018 uli?azg?lgsre Atrium gauche Contradictoire DSC de 63
3D images de
[145] 2019 résonance Lésions cérébrales Auto-encoqeur DsC de 76,6
magnétique convolutifs 11,4
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[146] 2018 Images Détection de points de %C:rr:;r’:\:ﬁ DSC de 92 + 3
ultrasonores repére de la prostate Networks -

On constate qu’il existe des modéles de segmentation basés sur I'apprentissage non supervisé
atteignant des performances de haute qualité. Ce genre de solutions offre 'avantage de ne pas
nécessiter de données annotées, ce qui facilite le processus d’entrainement. En revanche, la qualité
des solutions dépend entierement de la sélection de données d’entrainement dites normales qui

adoptent fidélement la distribution des données utilisées au niveau de l'inférence future.

Il est a noter que le Tableau 2.3 n’est pas exhaustif. Il existe beaucoup d’autres applications
intéressantes de Generative Adversarial Networks pour détection d’anomalies [142, 143, 147-155].
Comme il serait impossible de les présenter toutes, on en retrouve simplement ici une sélection

judicieuse.

2.3 Modélisation géométrique en trois dimensions

2.3.1  Principes de base

La section précédente présentait les études dans le domaine des END ayant eu recours a des
modeles d’IA pour classer et détecter divers types d'objets d’intérét. Une seule étude recensée a
utilisé les résultats de son modeéle d’lA pour modéliser I'objet d’'intérét en 3D [10]. Dans ce cas précis,
des défauts de délamination, une fois segmentés, sont ensuite représentés en trois dimensions a

I'aide d’un ajustement de surface lisse pour chaque classe de défauts.

La plupart des recherches en visualisation médicale se sont concentrées sur des images ultrasonores
2D, qui peuvent étre représentées sous forme de séquences d'images 2D, et lorsqu'elles sont
empilées sous forme d'images, appelées slices, elles peuvent fournir une imagerie volumétrique 3D
[156]. L'imagerie volumétrique 3D est donc une série de tranches 2D. Seulement quelques études
se sont concentrées sur la visualisation en 3D de données ultrasonores (Voxel) [6, 157, 158]. Les
articles qui consistent en des revues de littérature confirment qu’il existe des études qui font I'analyse

des données en 3D, mais ce courant n’est que trés récent [3, 159, 160].

Pour visualiser les données en 3D, il existe trois types de familles de rendus (rendering), a savoir :
les techniques de reformatage multi-planaire, les techniques de rendues de surface, et les techniques
de rendues de volume [6]. Les techniques de reformatage multi-planaire sont particulierement
efficaces pour représenter la colonne vertébrale a partir d’'images ultrasonores. Elles utilisent trois
différents plans de la colonne (tfraverse, coronal et sagittal) pour effectuer la représentation. Il s’agit
d’'une des techniques de rendus les plus simples et les plus efficaces en termes algorithmique. En

revanche, elle souffre de perte d’informations lorsque les formes rendues ont plus de courbures
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(spinal curvature). Cette approche semble difficlement applicable aux données ultrasonores du
domaine des END. Les techniques de rendues de surface produisent une surface 3D basée sur les
points segmentés en générant les triangles de surface ou les polygones associés aux techniques de
rendue de surface standard fournie par interpolation [6]. Il y a deux types de rendus de surface : direct
et indirect. Le rendu direct de surface est un cas particulier ou la surface est rendue directement a
partir du volume sans représentation géométrique intermédiaire, sans seuils de réglage ou en utilisant
des étiquettes d'objet pour définir une plage d'intensités de voxels a afficher. La transparence et les
couleurs sont utilisées pour une meilleure visualisation en 3D du volume. Les méthodes directes
permettent de visualiser les surfaces directement a partir de leurs représentations. Celles-ci incluent
Ray-Casting, les méthodes basées sur les particules, les techniques de rendues non réalistes et le

rendu de volume.

Parmi les techniques utilisées dans le domaine de I'imagerie médicale, Ray-Casting est I'approche
de visualisation la plus précise, mais la plus intensive a calculer [161]. Il s’agit d’une technique de
rendu de volume basée sur une image. Ray-Casting calcule des images 2D a partir d'ensembles de
données volumétriques 3D. Dans cette technique, un rayon est généré pour chaque pixel d'image
souhaité. A l'aide d'un modéle de caméra synthétique simple, le rayon commence au centre de
projection de la caméra et traverse le pixel de I'image sur le plan de l'image imaginaire flottant entre
la caméra et le volume a restituer. Le changement de lumiére qui traverse les données de volume
3D est projeté en tant que résultat de visualisation que l'opérateur peut visualiser. Le principe
d'absorption de la lumiére est mis en ceuvre dans la technique de rendu de volume ou chaque voxel
posséde les attributs tels que la luminosité, la transparence et la couleur. Ray-Casting nécessite
beaucoup de ressources de la part du CPU. Plusieurs approches sont utilisées pour la visualisation,
par exemple la projection par intensité maximale, la projection par intensité minimale et le rendu
translucide. Bien que Ray-Casting soit une technique de visualisation directe qui produit les
représentations de surfaces implicites les plus fideles, c’est la technique la plus lente et, en général,

n’est pas approprié pour une visualisation interactive rapide.

Les méthodes indirectes reposent sur la polygonisation pour créer une représentation discréte qui
peut ensuite étre utilisée a d'autres fins, telles que de la simulation ou de la modélisation. Tout comme
le rendu de surface direct, le rendu de surface indirect nécessite que les points dans le volume
(appartenant a la structure) soient identifiés a priori par segmentation. Des exemples de rendu de
surface indirect sont le filtrage de contour (contour filtering) et Marching Cubes. Le filtrage des
contours détermine la maniére dont les contours de deux tranches successives doivent étre
connectés, les sommets des contours attribués devant étre connectés pour former un maillage

triangulaire.
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Marching cubes semble étre I'algorithme de construction 3D le plus populaire en médecine [6, 156].
Son intérét vient du fait qu'il est trés rapide et simple a utiliser par I'utilisation de lookup table.
Plusieurs études ont amélioré 'algorithme de base depuis son lancement en 1987. L'algorithme utilise
une méthode de divide-and-conquer dans laquelle le volume 3D est divisé en plusieurs cubes de
voxels formant un tableau de voxels. Chaque cube est constitué de huit sommets, ce qui représente
une valeur de voxel a partir des données de volume. Un paramétre spécifique a l'utilisateur, appelé
iso value, est défini avant la reconstruction afin de créer une surface, également appelée iso-surface,
en déterminant son intersection avec le cube. Le processus de marching cubes est déplacé de cube
en cube en suivant l'ordre de gauche a droite, d'avant en arriére et de haut en bas jusqu'a la fin de

l'algorithme.

Figure 2.5 : Reconstruction par marching cubes d’une téte a partir de 150 images de résonance

magnétique , tiré de Wikipédia : Marching cubes

Par rapport aux autres techniques, le maillage est a la fois rapide et facile a calculer [161]. La
polygonisation des surfaces implicites nécessite la conversion d'une description mathématique
continue en une approximation linéaire par morceaux discrets. Ce processus est un processus a
perte, car la précision dépend de la fréquence d'échantillonnage, c’est-a-dire la taille des triangles.
Ce processus doit étre ajusté pour approximer fidélement les caractéristiques de la surface et
nécessite une mise a jour chaque fois que la surface implicite change. Néanmoins, les
approximations polygonales permettent d’obtenir un excellent compromis entre qualité de
représentation et performances interactives. La création de maillages sans ces artefacts nécessite
des techniques axées sur la qualité et la régularisation des maillages. La qualité est particulierement

préoccupante lorsque le maillage doit étre utilisé pour d'autres applications telles que la simulation et
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la modélisation. La qualité d'un maillage peut étre visualisée de deux maniéres : en créant des
maillages réguliers ou adaptatifs. Les mailles régulieres doivent avoir des triangles de tailles
similaires et ou les sommets ont des valences similaires. La Figure 2.6 montre un exemple de

maillage a partir d’'une surface implicite.

Les maillages adaptatifs utilisent des triangles dont la taille et la densité peuvent étre adaptées pour
refléter les propriétés de la surface, c'est-a-dire des petits triangles dans les zones de forte courbure
et des triangles plus grands dans des régions plus plates. Les maillages sont décrits comme
adaptatifs lorsque des triangles sont créés par rapport aux caractéristiques de la surface. La taille et
la densité des polygones sont liées aux propriétés de la surface telles que la courbure ou les
caractéristiques. Dans les méthodes de polygonisation adaptative, il existe un plus grand nombre de
triangles dans les régions a forte courbure ou en présence de traits nets. Inversement, dans les
régions plus plates, les triangles sont plus grands et moins nombreux. Il y a deux types d’approches :
celles basées sur I'adaptation de maillages existants, puis celles congues pour créer de nouvelles

polygonisations adaptatives directement a partir de la surface.

Figure 2.6 : Maillage généré a partir d’'une surface implicite, tiré de Wikipédia : Mesh generation

La reconstruction de Poisson filtrée (Screened Poisson Reconstruction : SPR) est la méthode la plus
couramment utilisée pour convertir un nuage de points non structuré, avec ses normales par point,
en un maillage de surface [162]. SPR est considérée comme la méthode de reconstruction de nuage
de points non basée sur les données la plus efficace a I'heure actuelle. |l s’agit d’'une méthode
générale de reconstruction de surface n’utilisant aucun prior qui produit une surface lisse. Toutefois,
SPR peut incorrectement fermer des trous lorsque les données sont bruitées ou non uniformes. SPR

est également susceptible de dégénérer lorsque les estimations de normales par point sont erronées.
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Screened

Figure 2.7 : Reconstruction par différentes techniques, dont SPR, d’'un modéle de raptor, tiré de
[162]

En résumé, le maillage par polygonisation est une excellente fagon de représenter des formes en
trois dimensions. Cela capture explicitement a la fois la surface de la forme et la topologie, et exploite
la non-uniformité pour représenter de grandes régions plates ainsi que des éléments nets et
complexes. SPR est la méthode qui consensuellement produit le meilleur maillage de surface et

devrait.
2.3.2 Modélisation en trois dimensions a I’'aide de I'intelligence artificielle

Il existe deux approches au probléme de reconstruction 3D a partir de I'lA : les méthodes basées sur
les voxels [163] et celles basées sur les nuages de points [87, 164]. La premiére approche produit
des représentations en format voxels permettant de connaitre par exemple le volume d’'un objet. La
seconde approche produit un nombre fixe de points comme extrant. Ces approches nécessitent
toutefois des étapes de post-traitement, Marching Cubes ou B-Splines par exemple, pour produire
une modeélisation 3D finale. Ces approches intermédiaires ont toutefois deux limites majeures : dans
la qualité des modélisations qui sont générées et dans le processus d’entrainement. En effet, pour
obtenir une représentation intermédiaire de haute qualité, les modéles utilisent une fonction de perte
intermédiaire (Chanfrein ou distance #,) qui tente de maximiser la qualité de la représentation
intermédiaire. Or, cette représentation intermédiaire n’est qu’un résultat temporaire requérant une
étape supplémentaire pour obtenir une surface. La fonction de perte ne peut pas jouer directement

sur la qualité de la surface finale, ce qui limite la modélisation finale.

La seconde limitation provient du processus d’entrainement de ces modéles. En effet, afin d’obtenir
une surface 3D, il est nécessaire de produire un produit intermédiaire (un objectif intermédiaire et
temporaire), en plus de produire I'objet final désiré. Il est donc nécessaire d’obtenir des données

d’entrainement annotées du produit intermédiaire qui n’ont, en soi, aucune valeur.

Le processus standard de modélisation de surface 3D a partir de données brutes, telles que voxels,
nuage de points et imagerie par résonance magnétique, ne peut pas étre entrainé de bout en bout
(end to end) puisque ce processus produit généralement une solution temporaire intermédiaire

desquels un maillage surfacique tridimensionnel est produit [165]. Certaines solutions émergentes
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en modélisation ont permis d’automatiser davantage ce processus en intégrant de nouvelles couches
aux CNN s afin de produire des objets maillés 3D de grande qualité comme extrants.

MeshCNN utilise les propriétés intéressantes du maillage pour créer des représentations 3D de haute
qualité [166]. MeshCNN utilise des convolutions et opérations de pooling spécialisées pour effectuer
les opérations nécessaires a la réalisation de maillage triangulaire. MeshCNN fonctionne
sensiblement comme que les CNNs traditionnels, a savoir qu’il peut étre entrainé a classifier, détecter
ou segmenter ces intrants. |l est alors en mesure de classifier différents types d’objets 3D, surpassant
PointNet par exemple, et méme de segmenter les parties de corps humains. MeshNet est un mesh
neural network qui apprend la représentation des formes 3D a partir de données de maillage [167].
Tout comme MeshCNN, cela permet de procéder aux taches traditionnelles des CNNs soit la

classification et la segmentation.

Deep Marching Cubes prédit la représentation de surface explicite de topologie arbitraire [165]. I
s’agit d’'un modéle bout-en-bout qui produit directement une représentation de surface explicite et
optimise une fonction de perte géométrique. Ceci permet d’éviter le recours a une fonction de perte
auxiliaire ou de transformer le maillage souhaité en produit implicite intermédiaire. Cela résulte en
une meilleure modélisation 3D, plus robuste aux bruits et aux informations manquantes. Le type
d’intrant de Deep Marching Cubes est un nuage de points non structuré. Le réseau prend le nuage
de point P et le convertit en représentation volumétrique a l'aide d’un grid pooling. L'opération de grid
pooling prend en intrant un ensemble de K points avec D = 16 dimensional features maps et effectue
une mise en commun maximale (max pooling) dans chaque cellule. Les cellules vides sont associées
au vecteur zéro. Les fonctionnalités mises en commun sont traitées par un réseau encodeur-
décodeur avec des skips-connections. Le décodeur a deux tétes : une pour les occupations O et un

pour les déplacements de sommets X. L’architecture est illustrée a la Figure 2.8.
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Figure 2.8 : Architecture de Deep Marching Cubes, tiré de [165]

Au cours de I'entrainement de Deep Marching Cubes, le but du modéle est de minimiser la distance
entre la valeur ciblée du nuage de point et le maillage de surface prédit. Pour ce faire, le modéle a

recours a une fonction de perte composée de perte géométrique, de perte d’occupation, de perte de
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douceur et de perte de courbure (geometric loss, occupancy loss, smoothness loss et curvature l0ss).
Deep Marching Cubes est en mesure de surpasser les études concurrentes, devenant la référence
pour la modélisation de surface en 3D. La Figure 2.9 présente des résultats visuels de prédictions de

Deep Marching Cubes a partir d’'un nuage de points et les compare au GT.

B el

Input DMC  GT

Figure 2.9 : Résultats visuels de Deep Marching Cubes (DMC) a partir d'un nuage de points,
adapté de [165]

Image2Mesh développe un processus de construction de maillage de surface en 3D a partir d'images
individuelles [168]. Le processus débute avec une image qui est donnée a un auto-encodeur
convolutif, permettant d’extraire un espace latent z qui est utilisé pour prédire la classe de I'objet dans
image. La classe prédite est alors régressée en une paramétrisation de forme compacte a l'aide
d'un réseau feedforward. Finalement, un graph embedding G qui représente de maniére compacte
des objets maillés 3D est utilisé pour reconstruire le modéle 3D. En détail, I'index de la classe est
utilisé pour sélectionner le modele 3D le plus pres de I'image. Le modéle sélectionné est ensuite
déformé pour correspondre aux paramétres estimés. |l en résulte un modéle capable de construire
un modele 3D préservant les aspects géométriques importants. |l est important de noter que les

images fournies au modéle doivent étre absentes de bruits pour réussir la reconstruction. Neural 3D
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Mesh Renderer effectue un travail similaire a Image2Mesh [169]. Ce dernier intégre toutefois de

nouvelles fonctionnalités comme le transfert de style.

Mesh R-CNN prend des images comme intrants, prédit le type d’objet dans I'image et construit sa
forme 3D [170]. Il s’agit de la premiére tentative de joindre la perception en deux dimensions a des
représentations en trois dimensions. Pour réussir ce processus, une branche de prédiction du
maillage est ajoutée a Mask R-CNN. Le réseau prédit tout d’abord une représentation grossiére en
voxels qui est convertie en maillage et affinée avec un réseau de convolution de graphes opérant sur
les sommets et les arétes du maillage. Ce processus fort intéressant considérant qu’il utilise des

images 2D en intrant produit toutefois des maillages 3D de qualité inférieure a Deep Marching Cubes.

Scan2Mesh produit un maillage 3D structuré a partir de scans 3D incomplet (truncated signed
distance field), traduit en 5 canaux : les deux premiers stockent les valeurs de champs de distance
non signées tronquées et I'espace connu/inconnu en fonction de la trajectoire de la caméra du scan
tandis que les trois derniers canaux stockent les coordonnées (x, y, z) de la grille volumétrique du
systéme de coordonnée du maillage [171]. Scan2Mesh propose une nouvelle formulation de graph

neural network pour prédire la structure du maillage (vertices, arrétes et faces).

Point2Mesh prend un nuage en intrant et reconstruit un maillage de surface 3D [172]. En fait,
Point2Mesh débute avec un nuage de point et un maillage déformable puis rétracte (shrink-wrap)
itérativement le maillage déformable jusqu’a obtenir une reconstruction watertight. Ainsi, les poids du
modéle sont optimisés pour déformer un maillage déformable a l'aide d’actions shrink-wrap
répétitives. Cette architecture utilise un self-prior qui encapsule les géométries répétitives d’'une seule
forme dans les poids d’'un RDN profond. La clé du self-prior est la structure de partage des poids du
CNN qui modélise intrinséquement les structures récurrentes et corrélées et, par conséquent, est
difficilement capable de modéliser du bruit et des valeurs aberrantes, qui ont des géométries non
récurrentes. Ce principe se base sur 'hypothése que les formes naturelles se répétent régulierement
et sont corrélés, tant au niveau détaillé que grossier, tandis que le bruit est aléatoire et non corrélé.
Ceci permet de reconstruire des détails récurrents fins en éliminant le bruit. Cette approche permet
d’étre plus robuste aux conditions non idéales (bruits, aux données incomplétes, normales non
orientées) que les méthodes de reconstruction traditionnelles. Une comparaison de Point2Mesh

avec la reconstruction par poisson est illustrée a la Figure 2.10.
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Input Poisson Point2Mesh

Figure 2.10 : Comparaison de Point2Mesh avec la reconstruction par Poisson, adapté de [172]

Points2surf (P2S) est un RDN ayant pour objectif de reconstruire une surface a partir d'un nuage de
points non ordonné de fagon a surpasser les performances des méthodes traditionnelles (par
exemple la reconstruction de poisson filtrée [162]) dans des conditions difficiles [173]. Le modéle
apprend un prior fort a partir de I'ensemble de données sur lequel il a été entrainé, ce qui permet une
reconstruction robuste des surfaces méme a partir de nuage de points de mauvaise qualité, tels que
des nuages de points bruyants et faiblement échantillonnés. Un exemple de cette robustesse est

illustré a la Figure 2.11.

DeepSDI” Points2Surf GT

Figure 2.11 : Exemples de surfaces reconstruites par P2S a partir d'un NP bruité, tiré de [173]

L’architecture de P2S est illustrée & Figure 2.12. A partir d’'un point x (rouge) et d’'un nuage de point
P (gris), P2S prend un échantillon local (local patch - jaune), et un sous-échantillon global grossier

(global coarse subsample — mauve), du nuage de point. Ces échantillons sont ensuite encodés en
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deux vecteurs de caractéristiques (features) qui sont transmis a un décodeur qui génére un logit de

la probabilité de signe et de la distance absolue de la Signed Distance Function (SDF) du point x.
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Figure 2.12 : Processus complet de P2S, tiré de [173]

P2S utilise la distance £,— chanfrein pour évaluer I'erreur de reconstruction entre la surface
reconstruite et les points appartenant au maillage ciblé. Un échantillonnage aléatoire du maillage est
utilisé pour obtenir les points comparatifs. L’entropie croisée binaire est utilisée pour évaluer la

classification logit du signe. La fonction de perte globale minimise la somme de ces deux distances.

P2S surpasse qualitativement et quantitativement autant les méthodes traditionnelles, telles que
SPR, qui n'utilise pas de prior que les méthodes basées sur I'apprentissage d’un prior global, tels
AtlasNet [174] et DeepSDF [175]. Les résultats démontrent que P2S posséde une meilleure capacité
de généralisation que les méthodes basées sur les prior globales et est plus robuste que SPR. Les

comparaisons quantitatives sont basées sur la distance de chanfrein (chamfer distance).

Plusieurs autres études ont utilisé I'lA afin de reconstruire une surface géométrique [174-184]. La
plupart de ces études partage le méme processus que P2S, c’est-a-dire, qu’elles optimisent un RDN
afin d’obtenir les valeurs d’'une Signed Distance Function. Il est a noter que P2S demeure 'un des

meilleurs modeéles de reconstruction de surface.

Le
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Tableau 2.4 résume les études ayant recours a I'apprentissage profond pour reconstruire une surface
3D a partir de données brutes. Il est possible d’y consulter I'année de publication, le type d’intrant, la

technique de modélisation finale, I'architecture utilisée et les performances.
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Tableau 2.4 : Résumé des études sur la modélisation 3D bout-en-bout

: Année de Type Technique de . o
Etudes publication d’intrant modélisation Architecture Performance (%)
Maillage Maillage Class1f1cat1.on =92,16 ./)
[166] 2019 irréaulier trianeulaire MeshCNN Segmentation de partie
g g humaine = 92,30 %
. . Classification = 91,9 %
[167] 2018 Maillage Maillage CNN (ModelNet40)
Nuage de Chanfrein = 0,218
[165] 2018 points non Marching Cubes CNN Précision = 0,182
structurés Complete = 0.254
Auto-
. loU = 0,299 (PASCAL3D+)
[168] 2018 Image Maillage fgnc\f’flﬁ‘:]rf Dist3D = 0,323 (PASCAL3D+)
[169] 2018 Image Maillage %r‘é‘;%‘i;”urr' 60.16 % (voxel loU)
[170] | 2019 Image Maillage R-CNN Chanfrein = 0,306
Distance maillage = 0,0016
. Graph Neural (ShapeNet)
[171] 2019 scan Maillage Network Similarité maillage normal =
0,83 (ShapeNet)
Nuage de . F-Score 81,24 % (bruité)
[172] 2020 points Maillage MeshCNN F-Score 99,9 % (détaillé)
[173] 2020 Nuage de Reconstryctlc.)n.de Points2surf Chanfrein : 1,80 (ABC-no
points surface implicite noise)
Le
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Tableau 2.4 permet de constater qu'il existe désormais plusieurs approches bout-en-bout de
reconstruction de surface 3D. En fait, ces approches transforment des images 2D ou des intrants
incomplets en maillage tridimensionnel de haute qualité résistante aux conditions non idéales telles
que le bruit ou des intrants incomplets. Or, il est important de noter que parmi la liste d’approches
présentées, seulement une minorité partage les mémes intrants que les scans de soudure 3D
provenant de PAUT. En effet, il s’agit a la base de voxels (ou de nuage de points si quelques

opérations de transformations sont appliquées), ce qui limite le nombre de modéles possibles.

2.4 Suivi périodique des soudures

Il est possible de reconnaitre des objets a partir de certaines caractéristiques bien précises. Les
empreintes digitales en sont un bon exemple. Un lecteur d’'empreinte est en mesure de reconnaitre
chacun des intrants qui lui sont montrés grace a quelques méthodes d’identification comme K-Plets
Neighborhood descriptors. K-Plets est une technique de détection d’objet dérivée de Local Binary
Patterns. K-Plets a été appliqué avec succes a la reconnaissance de troncs d’arbres a partir d’'images
des caractéristiques visuelles des arbres (nceuds, signes de vieillesse, signe de coupe) [185].
L’algorithme débute en déterminant les coordonnées du centroide des nceuds des troncs d’arbres.
Le probléme se résume ainsi a faire correspondre des points entre différentes images. Les distances
et les angles des K-Plets voisins pour chaque piéce de bois sont stockés dans une matrice. Pour
retrouver une piéce de bois dans la base de données, les K-Plets de la piece a retrouver sont
comparés aux K-Plets de chaque piéce de la base de données. La meilleure correspondance est
obtenue en comptant le nombre de K-Plets correspondant et en déterminant quel panneau a donné
la valeur la plus élevée. La méthode s’est montrée trés robuste aux rotations des troncs d’arbres et

aux autres aléas possibles au cours d’'une chaine de production de bois.

La recherche de ANN avec des données de grandes dimensions est une tache fastidieuse, tant au
niveau de la quantité de mémoires nécessaire que la complexité de calculs nécessaire [186]. Un bon
algorithme de ANN réduit la liste de candidats potentiels a un seuil acceptable, et ce, sans avoir a
calculer de mesure de similarité. Dans la famille des ANN, il existe plusieurs options qui pourraient
fonctionner [61]. La liste inclut entre autres LSH et les autres techniques de hachage, les arbres kd
[187], les arbres M [188] et les graphes [189].

Une étude effectue la comparaison quantitative de plusieurs algorithmes de ANN depuis 2017 [61].
Leurs résultats permettent de connaitre les performances des algorithmes sur plusieurs bases de
données différentes. Il est ainsi possible d’observer des tendances grace aux différents indicateurs
de performance. En somme, les méthodes basées sur les graphes semblent surpasser les autres
méthodes recensées tant au niveau des performances que de la robustesse. En revanche, I'étude a

noté que la construction de I'index prend beaucoup de temps pour les bases de données ayant des
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requétes difficiles. Egalement, il est important de noter que les bases de données utilisées ont une
dimensionnalité maximale de 960 alors que cette étude utilise des données largement plus
importantes (de 10000 a 30000 points). Les performances des algorithmes testées sont donc

grandement affectées.

Le concept d'Image Similarity correspond a l'utilisation d’'une mesure de la similitude entre deux
images. L'Image Similarity quantifie le degré de similitude entre deux images. Une fagon de construire
un modele de similarité d'image consiste a extraire des fonctionnalités a I'aide de certaines
techniques telles que local binary patterns ou les auto-encodeurs, puis de les utiliser pour calculer la
similarité entre les fonctionnalités. L’autre méthode consiste a utiliser un modéle d’apprentissage
profond pour faciliter I'identification d’images similaires pour une image donnée. Deep Ranking
apprend la similarité des images en caractérisant les patterns a partir d’'un ensemble de triplets [66].
Un triplet contient une image de recherche, une image positive et une image négative ou I'image
positive est similaire a I'image de recherche. Un modéle d’apprentissage profond est utilisé pour
apprendre les similarités directement des images. Le réseau est constitué de 3 parties identiques
ayant une architecture et des parameétres partagés : I'échantillonnage de triplets, le classement
convolutif et le classement des similarités des images. Ce réseau prend en intrant les triplets
d'images. Le triplet alimente indépendamment les trois RDN profonds. Les résultats de Deep Ranking
surpassent les méthodes traditionnelles (Wavelet, HOG, Golden Features, etc.) d’Image Similarity en

termes de précision.

La détection de copie de données géométriques 3D a fait I'objet de quelques études récemment
[190]. Bien qu’il existe des méthodes reconnues et efficaces de détection d'images en 2D ou de texte,
les techniques de détection de données géométriques 3D se font plus rares. La complexité de ce
probléme de détection consiste a déterminer si un modéle est une version manipulée d’'un modéle
GT. Les manipulations les plus fréquentes sont la rotation, I'ajout de bruit et le recadrage. Les
méthodes traditionnellement utilisées pour résoudre ce probléme empruntent le concept de filigrane
(watermarking) au filigrane numérique [191]. Ce concept correspond a l'intégration d’'informations
reconnaissable aux données numériques et la détection de ces filigranes pour la reconnaissance.
Les marques ajoutées sont généralement imperceptibles, mais peuvent étre détectées. Il existe
différents algorithmes de watermarking. Le watermarking est largement utilisé pour détecter la copie

de contenus numériques. Ce concept est toutefois vulnérable a I'ajout de bruit et au recadrage.

Des techniques de watermarking spécifiques au maillage triangulaire 3D sont maintenant disponibles
[192]. Le watermarking de maillage triangulaire 3D fait face a des deux problémes
spécifiques importants : (1) les maillages sont par nature non organisés ce qui fait qu'’il est difficile de
définir une analyse systématique de la surface et (2) il est difficile d’anticiper tous les types d’attaques
que les maillages peuvent subir considérant tous les outils de manipulation de maillage disponibles.
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Les techniques proposées modifient la géométrie ou la topologie des maillages de fagon a laisser
une empreinte détectable. Les vertices, les faces et les normales peuvent donc étre modifiés par ces
techniques. D’autres techniques modifient la distribution des normales des vertices. lls existent
plusieurs variations a ces techniques. Il est a noter que la reconnaissance des maillages est faite en

calculant la distance de chanfrein.

Bien que ces techniques soient intéressantes pour détecter des fraudes de droits d’auteur, elles ne
s’appliquent pas au probléme de comparaison périodique des modéles géométriques des soudures.
En effet, les modéles géométriques sont générés par un processus de segmentation et de
reconstruction de surface automatisé. Le modéle de base (requéte) et celui recherché (la méme
soudure déja scannée et modélisée) ne sont pas des copies numériques altérées d’'un méme modeéle,
mais deux modéles géométriques pris de la méme soudure. Il est donc impossible d’ajouter des

filigranes indicatifs dans ce processus.

Une autre solution au probléme de détection de modeles géométriques similaires est d’extraire la
forme de I'objet et de comparer la similitude des deux formes 3D. Une étude s’attarde a améliorer la
comparaison de formes 3D pour le cas de fraude de droit d’auteur [190]. La comparaison débute par
I'alignement des modeles et est suivie par le calcul de la similitude par 3 différents indicateurs. Les
trois indicateurs sont basés sur les matrices de probabilités. Il s’agit de la mesure low-rank, de
kurtosis et de corrélation. Cette technique est en mesure de surpasser le watermarking. |l est a noter
que le calcul de la similitude est trés lourd algorithmiquement. A cet effet, les auteurs suggérent de
I'utiliser pour les cas ou la durée du calcul n’est pas importante. Bien que cette technique semble
intéressante pour effectuer la comparaison de modéles 3D, elle ne résolut pas le probléme de
recherches des plus proches voisins, c’est-a-dire de retrouver les candidats qui proviennent

potentiellement du méme objet.

A cet effet, il est important de noter que les techniques discutées & la section 2.1 peuvent également
s’appliquer a la reconnaissance des soudures. Il suffit de modifier le type d’intrants et modifier les
configurations des algorithmes de recherche des plus proches voisins. Ainsi, LSH pourrait étre utilisé
comme algorithme de recherche des plus proches voisins et la comparaison pourrait étre faite avec

la combinaison des trois indicateurs.
2.5 Positionnement de la recherche

La revue de littérature a présenté plusieurs études liées aux 4 objectifs de cette thése. Elle a permis
de constater qu’il existe slrement plusieurs approches de solution au probléme d’analyse des
soudures a partir de fichiers ultrasons. Par contre, il ne semble pas y avoir de processus d’analyse

completement intégré qui valide la qualité et I'authenticité des données, localise la soudure et les
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défauts, en assure un suivi périodique, le tout dans un logiciel infonuagique. Un tel processus
constituerait une contribution substantielle puisqu’il permettrait d’automatiser plusieurs taches
manuelles qui actuellement augmentent les délais et les colts d’analyse. Il en résulterait une
réduction considérable des délais depuis 'acquisition des données jusqu’a 'analyse de la soudure,

avec un potentiel de suivi de son évolution dans le temps.

De facgon plus détaillée, la revue de la littérature a premiérement permis de constater qu'’il n’existe
aucune méthode publique pour identifier une soudure afin de la reconnaitre et éviter des cas de
fraudes ou des erreurs de manipulation (objectif a). En effet, la littérature des END ne contient aucun
exemple de méthodes permettant I'évaluation d’un fichier de scan pour des fins de contréle de son

authenticité.

Deuxiémement, I'amélioration des architectures IA et 'augmentation de la puissance des ordinateurs
ont conduit au développement de détecteurs de défauts de soudure nettement plus performants, ce
qui permet maintenant de localiser et de dimensionner les défauts. Les récentes architectures
développées depuis 2012 sont capables de détecter correctement les défauts de soudure jusqu'a
une MAP de 85 % [86]. Cependant, aucun des réseaux développés jusqu'a présent ne s’attarde a la
segmentation de la géométrie de la soudure en plus des défauts (objectif b), et aucun ne semble

utiliser les scans 3D comme intrants.

Troisiemement, il n’existe a I'heure actuelle aucune recherche qui se soit attardée a la représentation
géomeétrique 3D de la géométrie de la soudure et de ses défauts possibles (objectif c), résultant de

la segmentation effectuée a priori (objectif b).

Il semble donc évident que les recherches futures devraient se concentrer sur l'utilisation de modéles
3D tant pour la segmentation que la modélisation géométrique 3D d’'une soudure et ses défauts. En
effet, les réseaux actuels ne peuvent pas fournir d'informations exactes concernant la position et la
taille des défauts identifiés en 3 D. L'industrie bénéficierait grandement de ces connaissances
supplémentaires. Qui plus est, le développement d’'une méthode pour reconnaitre une soudure et
comparer son évolution temporelle a partir de son « ADN géométrique » en 3D est également un
aspect qui démarque cette recherche. Il sera alors possible de suivre I'évolution d’un défaut ou la
dégradation de la soudure générale en mettant en évidence les différences entre deux scans de la

méme soudure a des moments différents (objectif d).

Soulignons finalement I'absence totale de solutions infonuagiques d’analyse de soudure a partir de
données ultrasonores. Cet aspect est également au coeur des solutions proposées dans cette thése.

L’'une des contributions potentielles de cette recherche, liée a son implantation pratique cette fois,
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consisterait donc en la création d’un processus infonuagique automatisé d’analyse des soudures, qui

en somme reprend chacun des objectifs de cette recherche, encore ici répétés :

a) Assurer l'intégrité et 'authenticité des données ultrasonores soumises pour la premiére fois ;
b) Identifier les différentes parties d’'une soudure ;
c) Reconstruire la surface géométrique 3D d’une soudure ;

d) Assurer un meilleur suivi des analyses périodiques d’'une méme soudure.

L’atteinte de chacun de ces objectifs et 'implantation infonuagique des processus résultants pour fins
d’audits constituent autant de contributions originales décrites dans les chapitres suivants de cette

thése.
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3 METHODOLOGIE DE LA RECHERCHE

Ce chapitre est divisé en cing sections. La premiére section décrit les données disponibles. La section
3.2 décrit les différents types de doublons et présente en détail le processus complet de détection
des doublons ainsi que les processus individuels de détection des ED et des ND. La section 3.3
présente le choix du modéle de segmentation sélectionné ainsi que le processus de sélection de ses
HP. La section 3.4 présente le processus de reconstruction de surface développée dans cette étude
et l'algorithme de reconstruction de surface choisi ainsi que ses HP. Finalement, la section 3.5 décrit

le processus de suivi périodique choisi ainsi que de ses parameétres importants.

Ce chapitre présente non seulement les différents choix méthodologiques possibles de chacun des
objectifs, mais il permet également d’établir la méthodologie compléte de cette étude. Pour ce faire,
certaines expériences et calculs sont nécessaires afin de sélectionner le processus optimal
permettant de résoudre les quatre objectifs spécifiques. Ainsi, le prochain chapitre 4 se concentrera

seulement sur les résultats du processus complet d’analyse des soudures.
3.1 Description des données

Dans plusieurs domaines de recherche, des ensembles de données publiques et annotées sont
disponibles pour aider les chercheurs a parfaire leur RDN profond [2]. Les chercheurs peuvent utiliser
ces ensembles de données publiques pour améliorer la qualité des réseaux développés. Les
performances, utilisant des mesures prédéfinies, sont publiées en méme temps que I'architecture du
réseau, ce qui permet aux autres chercheurs de reproduire leurs travaux. Ces mesures peuvent étre
comparées et classées, car elles sont évaluées sur le méme ensemble de données. Un tel processus
permet d'améliorer en permanence la qualité des réseaux de neurones profonds et de réduire le
temps de développement. Or, il n’existe aucune base de données publique de données ultrasonores
contenant des défauts de soudure, ce qui rend ce processus impossible a reproduire. Les résultats
de cette étude sont donc produits a partir d’'une base de données privée de scans ultrasonores de

soudures.

Les données actuelles, fournies par le partenaire industriel (Ondia), sont des données réelles que
Ondia a obtenues de clients et de collaboration avec des partenaires industriels, tel que The Welding
Institute. Les données ultrasonores sont des séquences de points qui balayent la soudure d’un bout
a l'autre. Il est possible d’associer le fichier a une séquence de points dans un trés grand nombre de
coupes 2D successives. Le nombre de points peut excéder plusieurs millions et chaque point
comporte au moins quatre coordonnées : X, Y, Z, Amplitude. Les données proviennent de différents
types de scan (par exemple ultrasons multiéléments : A-Scan digitalisé et S-Scan digitalisé), tel que

présenté a la Figure 3.1 [15]. La Figure 3.1 présente un exemple de scan 3D PAUT ou un défaut est
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mis en évidence a l'aide d’'une boite englobante. Le méme scan est illustré en format S-Scan. Dans
(a), I'entiéreté du scan est représentée alors que dans (b) il s’agit d’'un seul frame. Les coordonnées

utilisées pour les deux représentations sont les coordonnées cartésiennes X, y, z.

Figure 3.1 : Un scan représenté sous deux formats.(a) Un scan 3D PAUT mettant en évidence un
manque de fusion des parois latérales (b) le méme scan affiché comme un S-Scan, mettant a
nouveau en évidence un manque de fusion des parois latérales. La forme théorique de la soudure

(simple-V) a été ajoutée en superposition rouge pour une meilleure compréhension.

Parmi'ensemble des scans ultrasonores disponibles, 106 ont été annotés par deux experts en PAUT
de Ondia (niveau lll). Les annotations correspondent a chacune des parties de la soudure : matériel
de base, soudure en V, soudure en double-V, reflet incomplet supérieur et inférieur. Parmi les
106 annotations, 59 appartiennent a une soudure en double-V et 47 en V, ce qui équivaut a 56 % de
soudure en double-V et 44 % en V. Parmi les 106 scans annotés, les défauts annotés correspondent
a une inclusion, un manque de fusion, une pénétration incompléte de la racine, une fusion incompléte
de la racine et a une fissure (au centre, a la racine, au renforcement, a la paroi latérale). Il est a noter
que les annotations des deux experts ont été combinées. Tous les cas ou les annotations des deux
expertes étaient différentes ont été analysés et discutés avec les experts. Des correctifs ont ensuite
été apportés. La Figure 3.2 présente un ensemble de S-Scans annoté en 3 D. La premiére colonne
représente un S-Scan brut, la seconde est I'annotation par I'analyste de Ondia des défauts, et la
derniére correspond a I'annotation de la soudure. La premiére ligne est une soudure en V et la
deuxiéme est une soudure en double-V. Les couleurs des annotations des défauts (S-Scan du centre)
correspondent a l'intensité des défauts (du bleu (aucun défaut), a vert (faible), a jaune (moyenne) et
a rose (défaut le plus intense). Il faut rappeler que les représentations des S-scans de la Figure 3.2

utilisent la valeur moyenne sur I'entiéreté des frames. Les couleurs des annotations de la soudure

49



(S-Scan de droite) correspondent au matériel de base (en bleu), a la soudure en V (en vert), a la

soudure en double-V (en jaune) et a la réflexion incompléte de la soudure (en rose).
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Figure 3.2 : Exemples de données brutes S-Scan (original scan - gauche), de défauts annotés

(GT - milieu) et de parties de la soudure annotée (GT - droite)

Les soudures ont été réalisées a l'aide de différentes méthodes de soudage: MIG, TIG, arc

submergé, soudage automatisé et soudage manuel. Les soudures sont de tailles variables, en

fonction de I'épaisseur des plaques (entre 8 et 75 millimétres). Les données ultrasonores sont

obtenues a I'aide d’appareil PAUT utilisant des scans sectoriels (S-Scans) angulaires en mode onde

de cisaillement (shear wave), de résolutions angulaires variables et de pas de digitalisation variable.

Les S-Scans ont généralement une plage angulaire entre 35 ° et 70 ° dans I'acier. La fréquence des

sondes utilisées varie de 2 MHz a 10 MHz. Aucun filtre de fréquence n’est utilisé. |l n’y a qu’un seul

matériau considéré dans cette recherche, il s’agit de I'acier au carbone. C’est 'un des matériaux

offrant le meilleur rapport signal sur bruit et c’est I'un des plus utilisés dans I'industrie.

Afin de valider de la qualité des annotations, une comparaison des annotations est effectuée. Cette

comparaison est résumée au
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Tableau 3.1. On peut résumer les annotations grace a quelques indicateurs : la position de la

soudure, I'épaisseur de la soudure et le type de la soudure.
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Tableau 3.1 : Comparaison quantitative des annotations par les experts

Catégorie Moyenne Moyenne Différence Ecart-type de
Expert 1 Expert 2 moyenne la différence

Position 0,28 mm -0,03 mm 0,91 mm 0,79 mm

Epaisseur 18,54 mm 18,98 mm 0,41 mm 0,38 mm

On peut constater que les différences moyennes entre les annotations des experts sont faibles au
niveau de I'épaisseur de la soudure. En effet, la différence moyenne est de seulement 0,41 mm alors
que les soudures ont une épaisseur d’environ 18 mm. L’écart type est de 0,38 mm, ce qui confirme
que les différences sont faibles, peu nombreuses et peu importante. En effet, la plus importante
différence est de 1,2 mm alors qu’un expert évalue I'épaisseur d’une soudure de 19,0 mm alors que
le second expert I'évalue a 20,2 mm. Au niveau de la position de la soudure (par rapport au centre
du scan), la différence absolue moyenne est de 0,91 mm et I'écart-type est 0,79 mm. Considérant la
largeur d’un scan et d’'une soudure, il s’agit d’'une différence trés faible. Sachant que la Zone Affectée
Thermiquement (ZAT) est de plusieurs millimétres de chaque c6té de la soudure, une différence
moyenne de 0,91 mm est acceptable. Il est a noter que la différence la plus importante est de
seulement 2,5 mm. Pour ce qui est des types de soudures, les experts ont obtenu des résultats
identiques (56 % de soudure en V et 44 % de soudure en double-V). Somme toute, les annotations

par les deux experts sont trés similaires.
3.2 Détection des doublons

En END, un ED représente le cas ou deux scans ultrasonores (A-Scan, B-Scan, C-Scan, S-Scan)
sont identiques a 100 %. La Figure 3.3 présente 4 scans distincts identifiés de (a) a (d). Les scans
(a) et (b) représentent un S-Scan provenant d’'un scan ultrasonore en trois dimensions. Les scans (c)
et (d) représentent une image ultrasonore représentant un seul frame d'un scan ultrasonore
tridimensionnel. Nous pouvons observer que les deux graphiques (a et b) sont des ED puisqu'ils sont
complétement identiques, méme chose avec les images (c et d). Les images sont donc identiques.

Par conséquent, tous les scans proviennent du méme fichier original.
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Figure 3.3 : Exemples de ED : S-Scan (a et b) et C-Scan (c et d)

Un ND correspond a une copie d'un scan original avec de légeres différences, frequemment générées
lors de l'acquisition du scan. En général, ces différences proviennent de petites transformations des
données de l'original dues a la modification de certains parametres de I'appareil PAUT (nombre
d'échantillons, filtres, mise au point, angle angulaire ou départ/fin du balayage) alors que le matériau
testé reste le méme. D'autres transformations peuvent inclure des décalages dans les données, la
suppression d'une partie du scan original, la normalisation de I'amplitude, et bien plus encore. Les
ND ont une trés grande similitude avec les données originales, mais ils ne peuvent pas étre

considérés comme des ED.

Pour illustrer ce que représente un ND, la Figure 3.4 montre a nouveau quatre scans notés de (a) a
(d). Les scans (a) et (c), respectivement un S-scan et un C-scan, ont été générés a partir des données
originales tandis que les scans (b) et (d) ont été générés a partir des mémes données ultrasonores,
mais sous des parameétres différents. Bien que les scans (a) et (b), ainsi que (c) et (d), se ressemblent
grandement, ils sont en fait trés différents. Mais ces différences sont suffisamment faibles pour

tromper la plupart des logiciels actuellement utilisés en END.
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Figure 3.4 : Exemples de ND : S-Scan (a et b) et C-Scan (c et d).
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Les méthodes mises au point pour trouver les ED peuvent facilement valider la correspondance
exacte de deux fichiers, mais dés qu'ils ne sont pas identiques, les méthodes deviennent inefficaces

[193]. Ainsi, une méthode de détection des ED, différente de celle des ND, est nécessaire.

A partir d’un fichier ultrasonore, le processus de détection des doublons procéde donc en deux étapes
paralleles : une pour ED et une autre pour ND (Figure 3.5).

Le processus
d’analyse est

0 arrété
Détection des

Exact duplicate

Le processus
d’analyse continue

Un Scan PAUT N’est pas un doublon

Détection des
Near duplicate

Figure 3.5 : Processus de détection des doublons

La tache de trouver des ED peut se faire soit en comparant chaque point de deux fichiers
ultrasonores, soit en échantillonnant les données au hasard et en comparant ces échantillons. Ces
méthodes de force brute sont cependant trés inefficaces et colteuses en termes de calcul. Les
données ultrasonores recueillies par un appareil PAUT peuvent contenir plusieurs millions de points
(en 4 dimensions). L'analyse de points échantillonnés aléatoirement réduit la charge de calcul du
logiciel et est statistiquement valable. Toutefois, cette technique ne permet pas de trouver les ND,
car la modification d’une seule donnée ferait échouer ce processus. Une Iégere modification telle que
I'ajout d'un point dans un fichier ultrasonore tromperait la méthode de détection des ED. La recherche
de NDs n’est pas une tache triviale puisqu’elle nécessite une importante puissance de calcul et une

complexité algorithmique.

Une premiéere validation de I'authenticité et de l'intégrité des données doit étre effectuée rapidement
dans le processus global, avant méme de procéder a une étape d’analyse. Cette validation doit se
faire immédiatement aprés la transformation des données en format neutre. C’est a ce moment qu'’il
faut vérifier que les données sont uniques, c’est-a-dire qu’elles ne proviennent pas de fichiers déja

analysés, que ce soit par erreur ou par fraude.

La stratégie proposée consiste a générer une empreinte numérique d’un fichier de données ultrasons
pour la stocker dans une base de données pour fin de comparaison et de validation de son

authenticité. Avant chaque analyse, 'empreinte générée a partir d’'un nouveau fichier sera comparée
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avec la base de données. Les fichiers ayant des empreintes numériques identiques seront détectés

et une notification sera émise par le logiciel.

La comparaison point par point des données étant trés lourde et peu efficace, la méthode de
comparaison préconisée sera le hachage. A partir d'un scan ultrasonore de trés grande taille, les
fonctions de hachage pourraient étre utilisées efficacement. En effet, les fonctions de hachage ont
déja démontré leur efficacité a identifier un trés grand ensemble de données sans grande difficulté
[193]. Ainsi, elles ne devraient pas avoir de problemes a générer un hash des données ultrasonores,

et ce malgré la quantité importante de points (plusieurs millions) a considérer.

Une seconde technique est étudiée. Il s’agit de LSH qui est généralement utilisée pour retracer les
images les plus proches d’'une image [64]. Il s’agit d’'une technique de recherche des plus proches
voisins largement plus efficaces que K-NN par exemple. Dans le contexte de cette recherche, la

technique sera adaptée pour permettre de retracer les scans ultrasonores similaires.

Etant donné la nature des doublons, il est nécessaire de diviser le processus de détection en deux
étapes paralléles. Puisqu'un ED partage 100 % de ses attributs avec un autre fichier, il n'est pas
nécessaire que le fichier identifié en tant que ED poursuive le processus d'analyse complet. L'analyse
a déja été faite sur le fichier original. En outre, le ED peut étre facilement identifié¢, méme dans une
base de données de plusieurs millions de scans ultrasonores. Ainsi, la détection d'un ED permet
d'économiser du temps et de la puissance de calcul. Compte tenu du nombre de scans que l'industrie

des END crée et traite, cela représente un avantage important.

Puisque les deux méthodes répondent a des cas spécifiques, elles seront implémentées
successivement et intégrées au logiciel infonuagique afin d’offrir davantage de sécurité et de
robustesse. La premiere méthode doit étre efficace et rapide, tandis que la seconde doit étre robuste
face a de légéres modifications des paramétres de l'appareil d’acquisition (PAUT). Les deux
méthodes doivent étre en mesure de fonctionner sur des données de grande dimension et des
ensembles de données volumineux. La méthode utilisée pour détecter les ED est illustrée a la Figure
3.6.

Le processus commence par un fichier ultrasonore. Un hash est généré pour ce fichier. Ensuite, une
requéte est envoyée a la base de données pour déterminer si cette valeur de hachage est déja

associée a un autre fichier. Un ED est détecté si la requéte renvoie une correspondance positive.
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Figure 3.6 : Processus de détection des ED

Le processus de détection des ND est illustré a la Figure 3.7 [62]. Le processus commence par un
ensemble d’enregistrement R qui est suspecté d'inclure des ND. Un algorithme est défini pour choisir
les candidats prometteurs parmi toutes les paires possibles. La mesure de similarité est ensuite
calculée pour tous les candidats. La derniére étape de ce processus consiste a appliquer un seuil de

similarité pour décider si le candidat est effectivement un ND ou non.

Soudure
correspondante

Algorithme Calculer
pour trouver sim(c,, c,) en Application

les candidats utilisant une d’un seuil de

(cy, c5) parmi R mesure de similarité
x R similarité

Autre soudure

Figure 3.7 : Un processus standard de détection des doublons, adapté de [51]

Afin de détecter les ND, il est nécessaire de quantifier la ressemblance entre deux fichiers
ultrasonores. Les fonctions de similarité prennent deux fichiers en intrant et déterminent si un

candidat est un doublon ou non [51]. Considérant le seuil de similarité z, une fonction de similitude
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permet de classer deux candidats c et ¢’ en utilisant une mesure de similarité, en tant que doublons
ou non. La similarité du cosinus est une mesure de similarité trés populaire qui est utilisée dans
diverses situations, telles que la recherche d'informations. Elle mesure la différence d'orientation
entre deux vecteurs. La similarité du cosinus est calculée par le produit scalaire de deux vecteurs
divisés par leur amplitude. Par conséquent, deux vecteurs perpendiculaires ont une similarité en
cosinus de 0 alors que les vecteurs paralléles ont une similarité en cosinus de 1. La distance
euclidienne, également appelée distance L%, est une mesure utilisée en statistique et en machine
learning. Elle représente la somme des erreurs au carré entre deux vecteurs, ou les erreurs sont la
distance en ligne droite entre deux points dans l'espace euclidien. L’avantage de cette mesure de
distance est qu’elle pénalise davantage les erreurs importantes. Une mesure de distance plus précise
est la SSIM [194, 195]. Les mesures basées sur la distance ¢P calculent les distances par pixel (par

voxel en 3D) en assumant que les pixels voisins sont indépendants les uns des autres.

L'algorithme choisi pour trouver les candidats de ANN est LSH, compte tenu de son efficacité
algorithmique et de son efficacité potentielle. Il faut rappeler que les deux méthodes de détection des
doublons sont développées pour étre intégrées dans un logiciel infonuagique d'analyse END

actuellement disponible, expliquant ainsi le besoin de méthodes de détection Iégéres, mais efficaces.
3.3 Identification de la soudure

Pour répondre a cet objectif, on procéde en plusieurs étapes distinctes, soit le choix du modéle de
segmentation, I'optimisation de ses hyperparameétres et les explications justifiant ces choix. Chacune

de ces étapes est présentée individuellement.
3.3.1 Apprentissage multitache

Il existe des modéles de segmentation qui sont en mesure de produire plus d'une carte de
segmentation ; ce type de modéle se nomme I'apprentissage multitdche [196]. Dans la littérature, un
bel exemple de ce type de réseau a réussi a produire deux cartes de segmentation distinctes
(segmentation des immeubles et prédiction de la distance) a partir d’'une image aérienne [196]. Ce
FCN appelé SegNet consiste en un encodeur-décodeur similaire a U-Net et V-Net. Une derniére
couche de convolution est ajoutée pour prédire la distance des immeubles et une autre est ajoutée
pour produire la carte de segmentation des immeubles. Le résultat de cette étude montre que le
modeéle multitiche a de meilleures performances que le méme modele entrainé a seulement

segmenter des immeubles.
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Figure 3.8 : Exemple de CNN multitaches, tiré de [196]

Ce dernier résultat justifie I'ajout de la segmentation des défauts a I'objectif b) (identification de la
soudure), qui ne portait initialement que sur la segmentation de la frontiére entre le matériel de base
et le métal fondu. Le modele de segmentation présenté a la Figure 3.8 peut segmenter a la fois la
soudure et ses défauts. Pour ce faire, une deuxiéme branche décodeur est ajoutée au modéle de
segmentation a partir de I'espace latent. La seconde branche génére une carte de segmentation
binaire permettant de savoir si chaque voxel inclut ou non un défaut. Cette branche est entrainée a
partir de données de soudure annotées par de Ondia. En plus de potentiellement produire de
meilleurs résultats de segmentation, ce modéle amélioré permet de superposer les défauts détectés
a la représentation 3D de la soudure, qui a son tour permet d’améliorer la qualité des analyses des
scans ultrasonores. Il devient possible de considérer a la fois la localisation, la forme et la dimension

de la soudure en plus de ses défauts.

3.3.2 Choix du modéle de segmentation

Le type de modéle sélectionné dans cette étude est un FCN 3D [102]. Il s'agit d'un modéle en deux
étapes qui encode les intrants dans une représentation latente, une version compressée des intrants,
et reconstruit la représentation latente dans son format d'origine. Le réseau essaie de minimiser
I'erreur entre la segmentation prédite et la segmentation annotée par un expert, qui correspond a la
cible [98]. Le modéle prend en entrée des scans PAUT 3D normalisés de taille (voxels) (1, 80, 32,
80), I'encode dans un espace latent de taille prédéfinie et le reconstruit a une taille de (c, 80, 32, 80)

ou c est le nombre total de classes (4 pour la soudure et 2 pour les défauts).

Aucune technique de débruitage n’est appliquée. Les points appartenant a la soudure peuvent étre
considérés comme étant du bruit. Alors, il serait risqué de perdre de I'information précieuse lors du

débruitage. De plus, la revue de littérature permet de constater que les meilleurs résultats de
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classification des défauts de soudure a partir de scans ultrasonores proviennent d’études qui

n’utilisent aucune technique de débruitage [13, 85].

Il existe de multiples modéles de FCN permettant la segmentation de données en trois dimensions.
Or, ces modeles ont des particularités leur permettant d’obtenir de meilleures performances dans des
conditions bien précises. Parmi la liste des FCN intéressants recensés au chapitre 2, il y a U-Net, V-
Net, DenseNet, ESPNet, DeepLab ainsi que les réseaux entrainés de fagon contradictoire. Le choix
final du modéle a été obtenu a I'aide d’un algorithme d’optimisation. La sélection du modele final et
de ses hyperparamétres est discutée a la section suivante. Le Tableau 3.2 présente quelques

modéles sélectionnés pour effectuer la segmentation de la soudure.

Tableau 3.2 : Modéles de segmentation 3D sélectionnés

Modéles Année de | Attraits particuliers Nombre de
sélectionnés | sortie paramétres (millions)
U-Net [99] 2016 Bonnes performances lorsqu’entrainé avec | 2,37
trés peu de données
V-Net [102] 2016 Bonnes performances lorsqu’entrainé avec | 45,61 ou 12,25
trés peu de données
DeepLabv3 2020 Trés profond. 44,37
[104]
Contradictoire | 2019 Résultats visuels trés précis grace a | 46,50
[114, 115] I'entrainement contradictoire. (44,37 [G] + 2,13 [D])
ESPNet [197] | 2018 Modeéle léger, efficace pour un ensemble de | 3,61
taches varié
DenseNet 2017 Résout le probleme de vanishing gradient | 1,55
[100, 105] pour les modéles profonds gréce a une
meilleure connexion des couches

Bien qu’il existe une multitude d’autres modéles ou d’architectures potentiellement intéressantes pour
effectuer la segmentation, le choix d’'un FCN est justifié par ces caractéristiques. En effet, les FCN
n’ont pas besoin de beaucoup de données d’entrainement annotées pour atteindre des performances
de segmentation importantes, et ce méme en 3D [99, 102]. En effet, dans la publication originale, V-
Net a démontré obtenir d’excellentes performances de segmentation en ayant été entrainé avec
moins de 50 données, et ce méme s’il s’agit d’'un modéle 3D. Il faut toutefois faire appel a
laugmentation de données. Bien que les autres modéles répertoriés requiérent davantage de
données pour atteindre de bonnes performances, leur besoin est moindre que d’autres types
d’architectures comme les Generative Adversarial Networks. Un autre avantage des FCN est
I'absence de couche linéaire (Flatten + Linear) ce qui permet une excellente contraction des données
et ce qui limite le nombre de paramétres a apprendre. De plus, les FCN sont en mesure d’utiliser des
intrants de tailles variables, pour autant que la taille des intrants soit plus grande que le ratio de

contraction et qu’'un multiple du méme ratio. Le fait de ne pas redimensionner les intrants a une taille
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fixe est un avantage intéressant lorsqu’on utilise des données ultrasonores issues de PAUT. En fait,

la taille des scans varie de 1 million de points (frames*beams*samples) a plus d’un milliard.

Evidemment, chacun des modéles posséde des particularités intéressantes. Or, il est difficile de
sélectionner le meilleur modéle puisque le choix des hyperparamétres a un grand impact sur les
performances du modele, dou la nécessité d'utiliser un algorithme d’optimisation des

hyperparamétres.
3.3.3 Sélection du modéle optimal et de ses hyperparameétres

La sélection des hyperparamétres n'est pas une tache triviale et peut affecter grandement les
performances du modéle. Pour sélectionner I'ensemble optimal d’hyperparamétres, l'algorithme
d'hyperband est utilisé. Il s’agit d’'un algorithme de réduction de moitié successive [30]. |l permet de
tester plusieurs configurations d’hyperparamétres et de déterminer le sous-ensemble optimal.
Hyperband fonctionne comme ceci: pour un budget initial donné R, Hyperband détermine
aléatoirement R sous-ensemble d’hyperparametre et les exécute tous pour ce budget (c’est-a-dire
une epoch) ; ensuite, Hyperband choisit une fraction (1/n) des algorithmes les plus performants,
augmente le budget n fois et répéte ce processus successivement jusqu'a ce qu'il ne reste plus qu'un
seul sous-ensemble (le meilleur) [198]. Il a été démontré que Hyperband est une technique
d’optimisation des hyperparametres qui performent bien, en termes de temps d’exécution et
d’itérations nécessaires, en comparaison des techniques similaires [199]. Hyperband surpasse les
techniques d’optimisation basées sur I'allocation uniforme des ressources (budget), sur la recherche
aléatoire (random search) et sur la théorie de Bayésien. Un exemple d’algorithme de Hyperband est

illustré a la Figure 3.9.

1
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N
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Figure 3.9 : lllustration de Hyperband avec un budget de 8, tiré de [198]

3.3.3.1 Résultats de Hyperband
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Le Tableau 3.3 résume les choix de hyperparamétres possibles et indique la combinaison ayant
obtenu les meilleures performances. L’explication de chacun des hyperparamétres est présentée a
'Annexe 1. Hyperband a été exécuté en utilisant R=81, ce qui correspond au nombre maximal de
ressources autorisées, et n=3, le nombre de branches considéré. La Figure 3.10 montre 'exécution
de Hyperband. Chaque ligne des deux graphiques est un essai distinct. Le graphique de gauche
présente I'évolution de chaque essai en fonction de la précision. Le graphique de droite montre
I'évolution de chaque essai en fonction de la valeur du DSC. Au total, 81 différentes combinaisons
d’hyperparamétres ont été testées pour un total combiné de 1875 epochs, ce qui représente

25,5 heures d’entrainement sur un ordinateur équipé de trois GPU Nvidia GeForce RTX 2080.
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Figure 3.10 : lllustration de I'exécution de Hyperband avec R=81 et n=3

La meilleure combinaison d’hyperparameétres a obtenu un DSC de 86,6 et une précision de 95,9 %,
tel qu'illustré a la Figure 3.10. Les résultats optimaux ont été obtenus avec V-Net comme modéle de
segmentation, un taux dropout de 0,30 un LR de 0,00099363, un weight decay de 0,00210985,
AdamW comme fonction d’optimisation, la fonction de perte dice, ELU comme fonction d'activation.

Les résultats sont résumés dans le Tableau 3.3.

Tableau 3.3 : Résultats de Hyperband pour la sélection des hyperparamétres optimaux

Hyperparamétres | Sélection Valeurs possibles

Modele V-Net U-Net, V-Net, DeepLabv3, DenseNet et ESPNet

Dropout 0,30 Sans dropout, valeur de dropout de 0,1 a 0.7

LR 0,00099363 | 0.00008 a 1

Weight decay 0.00210985 | 1052 3 10810

Fonction AdamW Adadelta, Adaptative Gradient, Adam, Adamax, AdamW,
optimisation Root Mean Square Propagation (RMSProp), SGD

Fonction de perte DSC DSC, SoftDice, Generalized Dice, Focal, loU, LogCoshDice
Fonction ELU RelLU, SelLU, ELU, LeakyRelLU, Mish, Swish, aRelLU, Slaf,
d’activation Maxout, PReLU
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Normalisation | Groupe | batch, instance, groupe

Considérant la faible quantité de données d’entrainement disponible, il est peu surprenant que V-Net
soit le modéle qui obtient les meilleurs résultats puisqu’il s’agit de 'un des modéles les plus légers.
De plus, V-Net a fait ses preuves : il est en mesure de bien performer avec trés peu de données
d’entrainement [102]. Le FCN multitache sélectionné est illustré a la Figure 3.11. On voit un exemple

de la taille des features maps pour un intrant de taille (1, 80, 32, 80).

Défauts

Figure 3.11 : Modéle de segmentation multi-objectif

L’utilisation de dropout et la normalisation par batch combinées peuvent entrainer une réduction des
performances des RDN [200]. Cela résulte d’'une modification de la variance (variance shift)
occasionnée par dropout au moment de l'inférence. La normalisation par batch n’occasionne pas de
modification de la variance. L'incohérence des variances dans dropout et la normalisation par batch
provoque une instabilité numérique a l'inférence qui conduit a des prédictions erronées. Des
stratégies de combinaison des deux techniques ont été développées. Il est donc recommandé
d’utiliser une valeur de dropout faible (<0,50) et de ne pas utiliser dropout dans la partie bottleneck
du réseau. Il est également possible de modifier dropout pour réduire la modification de la variance,
ce qui augmente la performance des RDN méme lorsque dropout est utilisée dans la partie
bottleneck. La valeur optimale de dropout déterminée par Hyperband est de 0,30. Le FCN développé
dans cette étude suit donc les recommandations proposées sur I'utilisation combinée de dropout et

la normalisation par batch.
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L’utilisation de technique de gestion du LR aide a augmenter la performance des RDN. L’utilisation
de technique de gestion du LR, comme CyclicLR, ReducelLRonPlateau, n’a pas été testée par
Hyperband. CyclicLR et ReducelRonPlateau sont utilisées pour I'entrainement final du modéle, une
fois que les hyperparamétres optimaux ont été trouvés. Hyperband a permis de trouver la valeur du
LR et du weight decay qui maximise les performances de segmentation du modéle FCN. La valeur
finale de LR est de 0,00099363 tandis que le weight decay est de 0,00210985.

La fonction d’optimisation optimale sélectionnée par Hyperband est AdamW qui est une fonction
d’optimisation adaptative utilisant une nouvelle implémentation du weight decay. Il est important de
noter que la régularisation [, et le weight decay sont équivalent pour SGD, mais ce n’est pas le cas
pour les fonctions d’optimisation adaptative, comme Adam. Les implémentations communes des
fonctions d’optimisation adaptative emploient simplement la régularisation [,, ce qui occasionne une
réduction de la performance. Une simple modification, en découplant le weight decay des étapes
d’optimisation, permet de retrouver la formulation originale de la régularisation weight decay. Ceci a
pour effet d’augmentation significativement les performances de généralisation de Adam au méme

niveau que SGD pour un probléme de classification d'images.

La fonction d’activation optimale sélectionnée par Hyperband est ELU (Exponential Linear Unit) qui
est une amélioration de ReLU [201]. Son comportement est similaire a celui de LeakyRelL U, tout en
étant plus smooth. L’'un des avantages de ELU est qu’il ne souffre pas du probléme de neurones
morts, comme RelLU, car ELU peut produire des valeurs négatives. Ce probléme provient du fait que
ReLU ne peut pas produire de valeur négative, ce qui fait que son gradient pour les sommes
négatives est également zéro. Ainsi, lorsqu’'un neurone devient négatif, ce neurone arréte
d’apprendre. Un second avantage de ELU est la présence de deux zones distinctes dans son
comportement : une zone de linéarité et une de non-linéarité. Ceci a pour avantage de pouvoir
approximer autant des fonctions linéaire (piecewise par exemple) et non linéaire. Un troisieme
avantage de ELU est son efficacité algorithmique qui permet une réduction de la durée
d’entrainement [202]. Cet avantage provient du fait que ELU peut avoir des valeurs négatives, ce qui
fait tendre la moyenne d’activation des neurones prés de zéro, réduisant la complexité algorithmique
et augmenter la vitesse d’apprentissage. En somme, ELU posséde une meilleure capacité
d’apprentissage et de généralisation que ReLU et LeakyReLU. |l n’'est pas nécessairement considéré
comme la fonction d’activation de référence. Toutefois, les résultats de Hyperband justifient son

utilisation dans cette étude.

La valeur optimale du bafch size est limitée a 4 pour des raisons de mémoire. La taille des intrants
est trés importante, pouvant atteindre jusqu’a 60 millions de points. Or, le modéle optimal étant un

FCN, il est possible de faire varier la taille des intrants en respectant un facteur de 8 pour chaque
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dimension. |l a été déterminé que les résultats sont au mieux lorsque la compression des données

est le plus faible possible.

Considérant le faible batch size utilisé, il est tout a fait prévisible que la normalisation par batch ne
soit pas considérée comme étant le meilleur choix par Hyperband. En effet, la normalisation par batch
réduit la valeur des intrants par la moyenne de la batch puis divise le résultat par I'écart-type de la
batch [203-205]. Ensuite, le résultat est multiplié par un coefficient y et un second coefficient g est
additionné. Ce calcul est refait pour chaque batch. La normalisation utilisée par la meilleure
configuration de Hyperband est la normalisation par groupe. Cette normalisation est spécifiquement
congue pour les modeéles convolutifs comme le FCN utilisé dans cette étude [206]. Les auteurs de
[206] montrent que la normalisation par batch introduit des problémes. L’erreur augmente rapidement
quand le batch size est petit, comme c’est le cas dans cette étude. Ceci est causé par une estimation
erronée des statistiques de la batch. Ce probléme a pour effet de réduire I'utilité et I'efficacité de la
normalisation par batch pour les modeles profonds. La normalisation par groupe divise les canaux
en groupes et calcule la moyenne et la variance de chaque groupe pour effectuer la normalisation.
Chaque filtre d’'un méme groupe devrait se spécialiser dans une méme tache. La normalisation par
groupe est donc invariable au batch size et son efficacité est stable pour une plage de batch size
importante. La normalisation par groupe surpasse la normalisation par batch de 10,6 % en utilisant
un batch size de 2 et performe de fagon comparable lorsque le batch size est plus important. Il est
aussi intéressant de noter qu’il surpasse aussi les autres types de normalisation, dont la normalisation
par instance. Finalement, la normalisation par groupe a réussi a démontrer sa supériorité dans la
segmentation d'images a l'aide la base de données coco [206]. Ces explications ainsi que les
résultats de Hyperband justifient amplement I'utilisation de la normalisation par groupe dans cette

étude.

Il est & noter que pour comparer les fonctions de pertes, il est nécessaire d’utiliser une (ou plusieurs)
mesure universelle comparative. Les mesures de performance communément utilisée pour évaluer
la performance d'un modéle de segmentation sont la précision pixel par pixel (ou voxel par voxel en
3D), le DSC et le score F1 [207]. Le calcul de la précision va comme suit : tous les pixels d'une image
sont évalués, et le nombre de pixels correctement identifiés est divisé par le nombre de pixels total
de I'image. Le DSC mesure la similitude de deux échantillons. Le DSC équivaut a deux fois le nombre
d'éléments communs aux deux échantillons divisés par le nombre d'éléments dans chaque
ensemble. Le score F1 est une mesure de performance pour évaluer la performance des modéles
de classification. En segmentation 3D, elle peut étre utilisée en considérant chaque voxel comme
une classification, c’est-a-dire a quelle classe appartiennent chaque voxel. Le score F1 est égal a :
2 * précision * rappel

Score F1 = — (3.1)
précision + rappel
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Le score F1 peut aussi étre formulé a partir des éléments de la matrice de confusion :

Vrai Positif
Score F1 = (3.2)

Vrai Positif + %(Faux Négatif + Faux Positif)

Un score F1 de 50 % équivaut a une bonne prédiction (vrai positif) pour deux mauvaises prédictions
(Faux Négatif + Faux Positif). Lors de la classification multi-classe, le score F1 est calculé pour
chaque classe. Le score F1 pondéré en fonction de 'importance de chacun est utilisé. Il convient de
préciser que le score F1 et le DSC sont étroitement liés. En fait, DSC et le score F1 sont identiques,

si on ne prend en compte la pondération de chaque classe comme c’est le cas dans cette recherche.

Différentes fonctions de perte sont évaluées afin de trouver la fonction de perte optimale. Pour ce
faire, chaque fonction de perte, présentée au Tableau 3.4, est utilisée pour un entrainement complet
et trois indicateurs de performances sont calculés pour effectuer une comparaison quantitative des
fonctions de perte. Les hyperparameétres choisies pour effectuer les entrainements sont les
hyperparamétres optimaux sélectionnés par Hyperband. Earlystopping avec une patience de 40
epochs a été utilisé pour chaque entrainement. Les résultats de cette expérience sont présentés au
Tableau 3.4. Les performances en rouge sont les pires performances par colonne alors que les

performances en vert sont les meilleures performances par colonne.

Tableau 3.4 : Comparaison des fonctions de perte

Fonction de DSC (%) Précision (%) Score F1 (%) Moy.
perte Soudure | Défaut | Total | Soudure | Défaut | Total | Soudure | Défaut | Total
Generalized 67,9 80,5 74,2 90,2 99,7 95,0 88,0 64,1 76,0 | 81,7
Dice

Sensitivity- 60,7 65,1 62,9 87,7 98,6 93,1 88,3 27,8 58,2 | 71,4
Specifity

Soft Dice 51,3 78,1 64,7 81,5 99,8 90,6 79,8 57,6 68,7 | 74,7
loU 55,9 53,7 54,7 77,8 95,8 86,8 67,8 9,8 38,8 | 60,1
Focal- 65,5 80,3 72,9 81,8 99,9 90,8 86,8 65,0 75,9 | 79,9
Tversky

Log Cosh 46,3 47,0 46,7 77,2 88,9 83,0 65,9 1,7 33,0 | 54,4
Dice

Asymmetric 79,0 81,3 80,2 92,2 99,8 96,0 93,4 67,4 80,4 | 85,5
Dice 56,5 51,5 54,0 73,4 92,3 83,8 83,0 6,3 44,6 | 60,8
Moyenne 60,4 67,2 63,8 82,7 96,8 89,9 81,6 37,5 59,5 | 71,0

On remarque au Tableau 3.4 que les meilleurs résultats ont été obtenus avec les fonctions de perte
Asymmetric (moyenne de 85,5 %) et Generalized Dice (moyenne de 81,7 %) alors que les pires
résultats proviennent de Log Cosh Dice (moyenne de 54,4 %). Il est peu surprenant que les meilleurs
résultats aient été obtenus avec ses fonctions de perte, car les deux sont des améliorations a la
fonction de perte dice afin de régler les problémes de débalancement des données. Il est important

de rappeler que les données disponibles dans cette recherche sont tres déséquilibrées. En effet, le

65



matériel de base représente 76,2 % des données, la soudure en V 10,5 %, la soudure en double-V
8,2 % et la réflexion incompléte 5,1 %. Dans le cas des défauts de soudure, il y a un défaut dans

seulement 0,28 % des voxels alors que 99,72 % des voxels n’en ont pas.

On note également que les indicateurs de performance DSC et précision sont plus élevés pour les
défauts que les soudures. On observe le contraire pour le score F1. Il est surprenant d’observer une
telle divergence entre ces indicateurs. Il semble que pondérer le score F1 par I'importance de chacun

permet de mieux évaluer la capacité du modeéle a segmenter les défauts que DSC et la précision.

Pour la suite de cette recherche, la fonction de perte asymétrique est utilisée, car elle est celle qui

offre les meilleures performances de segmentation, comme démontré au Tableau 3.4.

3.3.3.2 Augmentation des données

L’un des plus importants probléemes en END est le manque de données représentatives [7]. En effet,
il est difficile d’obtenir en quantité suffisante des données annotées considérant le faible nombre de
défauts par soudure. Certains défauts plus rares sont ainsi disponibles en trés faible quantité, ce qui
est problématique au niveau de I'entrainement de modéles d’lA a apprentissage supervisé, tel que le
modéle de segmentation multi-objectif. Pour pallier ce probléme, les études ont recours a
'augmentation des données. Les techniques les plus fréquentes en vision par ordinateur sont la
rotation, la translation, la modification des couleurs et I'ajout de bruits [208]. Il existe des techniques
d’augmentation des données spécifiques aux scans PAUT. Ces techniques reproduisent des
phénoménes présents dans les scans. La Figure 3.12 montre quelques-unes des techniques utilisées

dans cette étude.

Le premier trio d'images montre un exemple de S-scan brute et les annotations correspondantes de
la soudure et des défauts. Le deuxiéme trio d'image illustre une rotation de 180° (flip) afin de
reproduire un scan pris dans le sens opposé (90° vs 270°). Le troisiéme trio montre un exemple ou
un certain nombre de beams (pour un maximum de 5), déterminé au hasard, a été supprimé. Le
quatriéme trio de S-scans représente la combinaison de la rotation de 180° et la suppression aléatoire
de beams. Selon [209], une rotation de 180° procure une augmentation de 1,8 % de précision top 1
et 2,9 % de précision top 5 en comparaison avec un entrainement de base, ce qui est une

augmentation importante.
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Figure 3.12 : Exemples de technique d’augmentation des données utilisées

Des techniques d’augmentation des données utilisées en image 2D et 3D sont également utilisées.

Ces techniques proviennent de la famille de I'injection de bruit. Il s’agit de correction gamma et de
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I'ajout de bruit aléatoire (sel et poivre, gaussien et speckle) et I'ajout de gain aléatoire. L’ajout de bruit
aléatoire consiste en l'injection d’'une matrice de valeur aléatoire tirée d’une distribution choisie.
L’ajout de gain aléatoire est une technique spécifique au domaine des END qui consiste en
'augmentation de 'amplitude globale du scan selon certains critéres. Ces techniques aident les
CNNs a apprendre des caractéristiques plus robustes [208]. La Figure 3.13 illustre les différentes
techniques d’augmentation des données basées sur l'injection de bruit. Dans I'ordre horaire, on y
voit : (1) le S-scan original, (2) I'ajout de bruit sel et poivre, (3) I'ajout de bruit gaussien, (4) I'ajout de

gain aléatoire, (5) la correction gamma et (6) I'ajout de bruit speckle.
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Figure 3.13 : Exemples de techniques d'augmentation des données utilisées de la famille de

l'injection de bruit

Bien qu’il existe plusieurs autres techniques d’augmentation des données, comme [l'effagage
aléatoire de patch (random erasing), ces techniques ne s’appliquent pas au probléme de
segmentation d’objets, particulierement de petite taille comme les défauts de soudure. Elles ne sont

donc pas utilisées ici.

3.4 Modélisation géométrique en trois dimensions

Le modéle de segmentation de la soudure développé dans cette recherche comporte une deuxieme
branche qui génere une carte de segmentation binaire permettant de savoir si chaque voxel inclut ou

non un défaut. Cette branche est entrainée a partir de données de soudure annotées par un expert
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de Ondia (PAUT niveau lll). Chaque voxel est identifi€ comme ayant une absence ou une présence
de défaut. Il est alors possible, tout comme pour la soudure, de créer un modéle géométrique 3D du

défaut et d’en faire I'affichage.

Les voxels identifies précédemment par le FCN permettent de procéder a une modélisation des
différentes parties appartenant a la soudure. Chaque classe d’objets identifiée par le FCN peut étre
modélisée pour générer un modéle géométrique 3D représentatif de la soudure. La construction de
ce modéle utilise une technique de modélisation 3D traditionnelle et une technique basée sur
I'apprentissage profond. La méthode ayant les meilleurs résultats est finalement choisie. Le choix
final du processus est fait a partir des résultats et de certains critéres de performance. Selon [173],
I'algorithme de reconstruction de surface traditionnelle offrant la meilleure qualité et efficacité est SPR
ce qui justifie son expérimentation dans cette recherche. La technique d’lA testée est P2S
considérant qu'il s’agit du modele ayant les meilleures performances et étant la plus robuste aux
bruits [173]. Le processus de reconstruction de la surface de la soudure et des défauts est illustré a

la Figure 3.14. Ce processus est répété pour chaque méthode de reconstruction de surface.

Outputs
3D PAUT Segmentation o Transformation Surface
-Weld parts .
Scan par FCN en PC reconstruction

-defects

Figure 3.14 : Processus de reconstruction de la surface de la soudure et des défauts

Afin de mesurer I'erreur de reconstruction pour chaque méthode testée, la surface reconstruite et la
surface du GT sont échantillonnées pour sélectionner 10 000 points et la distance de chanfrein (d.;)

entre les deux échantillons sont calculés :
d, (4 B): = — i 2, 1 i 2 3.3
en(4, )"Wz ;I}égllpi—z’;llﬁﬁz minp: = py, (3.3)
pi€A DiEB

Ou A et B sont les ensembles de points échantillonnés des deux surfaces. La distance de chanfrein

pénalise autant les faux négatifs (parties manquantes) que les faux positifs (parties en trop).

Les modéles géométriques de la soudure et des défauts doivent étre affichés sous une représentation
3D simplifiée. Il est a noter que I'affichage sera intégré au logiciel infonuagique de Ondia. Il est
nécessaire que I'affichage soit interactif, permettant notamment le zoom et la rotation du modele lors
de l'analyse. Les modeles géométriques sont générés en Python a partir des segmentations. lls sont
enregistrés dans un format reconnu, par exemple : .STL ou .PLY, et des libraires graphiques

compatibles effectuent la visualisation interactive [210]. Il est & noter que les critéres de performance
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pour la sélection de la librairie graphique et du format d’enregistrement sont la taille des fichiers

générés, la qualité de la visualisation produite et la qualité de l'infrastructure de visualisation.

Afin de faire une comparaison juste entre les deux techniques de reconstruction de surface, il est
nécessaire de déterminer les hyperparameétres optimaux de P2S et de faire ensuite un entrainement
complet en utilisant ces hyperparameétre. En effet, tout comme le modéle de segmentation multi-
objectif, le modéle de reconstruction de surface posséde des hyperparamétres qui ont un effet sur la

qualité de I'extrant du modéle.

Certains hyperparametres spécifiques a P2S ont un impact considérable sur les performances du
réseau, autant au niveau de la qualité des résultats obtenus, du délai d’exécution que du besoin en
mémoire. La liste inclut, entre autres, la taille du réseau, le nombre de points par patch et le nombre
de patch par soudure. La taille du réseau fait référence a la taille maximale du sous-réseau QSTN
de P2S et de la premiére couche des encodeurs. La taille du réseau a un effet direct sur la taille de
I'espace latent de I'auto-encodeur. Or, I'espace latent a un effet sur la qualité des prédictions [211].
En fait, un auto-encodeur stocke toutes les caractéristiques pertinentes des données dans I'espace
latent, afin qu'il y ait suffisamment d'informations dans cette forme comprimée pour que le modéle
puisse les reconstruire avec précision. Une étude sur I'effet de la taille de 'espace latent sur la qualité
des images synthétiques créées par un Generative Adversarial Networks a permis de mieux
comprendre la complexité de cet hyperparamétre [211]. L’étude a prouvé que les Generative
Adversarial Networks sont capables de générer des images de qualité acceptable avec un espace
latent significativement plus petit (16) que les formats couramment utilisés qui sont de 100 ou 512.
Elle a aussi réussi a déterminer qu’aprés un certain point, 'augmentation de la taille de 'espace latent
n’a pas d’effet visible sur la qualité des images créées et n’a pas d’effet quantitatif sur la capacité du
modéle a mieux généraliser. |l y a donc une plage de valeur optimale pour la taille de I'espace latent
qui se situe entre 16 et 256 dans I'étude. Il est donc nécessaire d’ajouter la taille de I'espace latent a
Hyperband afin de trouver la taille optimale ou la plage de valeur optimale permettant d’obtenir des

résultats quantitatifs de qualité.

La variable points par patch fait référence au nombre de points extraits de chaque patch. Plus il y a
de points extraits par patch, plus la représentation de cette patch est précise. En revanche, cela
augmente la quantité de mémoire nécessaire et le nombre de calculs a effectuer. Il est donc

nécessaire de trouver le bon compromis.

La variable patchs par soudure correspond au nombre de patchs considéré par soudure modélisée.
Plus il y a de patchs par soudure, plus la représentation globale de la soudure est précise. Toutefois,
cela augmente la quantité de mémoire nécessaire et le nombre de calculs a effectuer. Il est important

de trouver le bon ajustement.
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Hyperband est donc appliqué a P2S afin de trouver les hyperparamétres suivants : la taille du réseau,
le nombre de points par patch et le nombre de patch par soudure, fonction d’optimisation, fonction

d’activation LR et weight decay.
3.5 Comparaison périodique des soudures

Dans le cycle de vie d’un assemblage mécanique, une soudure déja déclarée conforme (connue par
les analystes) est souvent appelée a étre scannée une nouvelle fois dans le cadre de son suivi
périodique (par exemple une fois par année). De nouvelles données ultrasonores de la méme
soudure sont donc envoyées pour étre analysées. Il faut alors s’assurer que le nouveau fichier
correspond a une soudure déja connue. Cependant, méme si la soudure n’avait absolument pas
changé (vieilli) entre les deux scans, ces derniers ne donneraient jamais deux fichiers identiques pour

les raisons suivantes :

1. Letechnicien peut avoir changé certains paramétres des appareils ultrasons entre les deux scans
(par exemple les fréquences, les puissances, I'utilisation d’un scanneur différent, etc.)

2. Méme si les paramétres des appareils demeurent identiques, les coordonnées (X, Y, Z,
amplitude) de chaque point vont nécessairement varier d’'un scan a l'autre a cause de la
trajectoire différente du scanneur (il est impossible pour un technicien de reproduire une

trajectoire parfaitement identique pour deux scans de la méme soudure)

La Figure 3.15 montre un exemple d'une méme soudure issue de deux PAUT différents. La soudure
de gauche a été prise a 90° tandis que celle de droite a 270°. On peut distinguer plusieurs éléments
correspondants entre les deux scans comme les défauts de soudure. |l existe toutefois des éléments
qui ne se répétent pas d’'une soudure a I'autre. Ce phénomeéne provient du fait que les deux scans
ne proviennent pas du méme co6té de la soudure. Ainsi, certains éléments sont reflétés plus

facilement d’'un c6té que de l'autre.

Soudure en V — 90° Soudure en V — 270°

Figure 3.15 : Exemples d’'une méme soudure issue de deux scans différents
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Pour assurer le suivi périodique d’'une soudure, il devient donc nécessaire de faire appel a des
algorithmes de recherche des ANN afin de trouver les possibles associations (c.-a-d. retracer des
scans antérieurs de la méme soudure) [212]. Contrairement a I'objectif a), on ne désire pas ici vérifier
si un méme fichier a déja été soumis, mais plutdt si c’est la méme soudure qui a été scannée. On
désire donc obtenir la signature de la soudure. Une avenue des plus intéressante consiste a
capitaliser sur les identifications géométriques issues des objectifs spécifiques b) et c). En effet, pour
générer une identité unique (signature) d’une soudure, on peut certainement analyser certains de
ses parametres géométriques. L’idée consiste donc a utiliser les informations du modeéle géométrique
3D comme intrant a l'algorithme de recherche des ANN. Plus spécifiquement, des points peuvent
étre extraits de la surface géométrique et étre utilisés comme intrants. La méthode de recherche des
ANN permet alors de retrouver des candidats qui sont potentiellement issus de la méme soudure. A
l'aide d’'une mesure de similarité, il est alors possible de connaitre la ressemblance de chaque
candidat. Le(s) candidat(s) ayant une ressemblance supérieure a un certain seuil seront considérés

comme issus de la méme soudure.

Le processus de reconnaissance des modeles géométriques est illustré a la Figure 3.16. On constate
que ce processus est similaire a celui de la Figure 3.7, a la différence que I'extrant de ce processus
est la décision a savoir s’il s’agit d’'une méme soudure (modele géométrique) ou non. Il est a noter
que les actions sont toutes Iégérement différentes de celles du processus de détection des doublons.

Chaque action est adaptée pour augmenter la capacité de reconnaissance de processus.

Soudure
correspondante

Algorithme Calculer
pour trouver sim(c,, c;) en Application

les candidats utilisant une d’un seuil de
(cys c3) parmi R mesure de similarité
xR similarité

Autre soudure

Figure 3.16 : Processus de reconnaissance des modéles géométriques 3D

Il est nécessaire de déterminer les trois éléments cruciaux a la bonne exécution de ce processus :
(1) un algorithme de ANN qui fonctionne bien avec des données en 3D issues d’une surface

reconstruite (2) une mesure de similarité qui caractérise efficacement la similitude de deux modéles
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géométriques et (3) un seuil fiable permettant de réellement déterminer si deux modéles

géomeétriques sont issus de la méme soudure.

Le choix de la méthode de recherche des ANN s’arréte donc sur LSH pour la raison principale que
cette technique est déja sélectionnée pour faire la détection des doublons de PAUT, ce qui est un
grand avantage pour son implémentation dans le logiciel infonuagique de Ondia et pour sa
maintenance éventuelle. Une seconde raison qui explique ce choix est que LSH est capable de
prendre des intrants de taille importante et de bien fonctionner dans des bases de données de grande
taille. L’efficacité algorithmique de LSH lui permet de retrouver les candidats en quelques secondes
seulement alors que ce serait beaucoup plus long pour les méthodes basées sur les graphes. |l est
simplement nécessaire de modifier le processus pour I'adapter a la reconnaissance des modeles

géomeétriques des soudures, tel qu'illustré a la Figure 3.16.

Le second élément a déterminer est la mesure de similarité. Il est essentiel d’utiliser une mesure de
similarité qui quantifie bien la ressemblance entre deux modeles géométriques. La mesure de
similarité la plus utilisée pour la comparaison de modéles géométriques 3D et de nuage de points est
la distance de chanfrein, qui correspond au colt minimal de tous les chemins de longueur finie entre
les deux nuages de points [172)]. La distance de chanfrein est considérée comme la mesure de
référence, notamment en apprentissage profond. Plus précisément, la distance de chanfrein
correspond a la somme quadratique de la distance minimale de chaque point des deux nuages de

points.

Il existe d’autres mesures de distance comme la distance de Wasserstein. Mathématiquement, la

distance de Wasserstein (WD) est formulée ainsi :

;11 Z?=1 fi,jdi,j

WD Q) = o s
i=1 2j=17i,j

(3.4)
Ou il est assumé que P a m clusters et Q a n clusters. f; ; est le flow entre p; et g;. d; ; est la distance
entre le cluster p; et q;. Cette distance est largement utilisée en |IA. Les Wasserstein Generative
Adversarial Networks sont un type de Generative Adversarial Networks utilisant la distance

Wasserstein comme fonction de perte qui surpasse les performances des Generative Adversarial

Networks traditionnels [213].

La distance de Hausdorff est une mesure de I'éloignement de deux sous-ensembles d’'un espace
métrique sous-jacent [214, 215]. Elle se définit comme ceci :

DH(P,Q) = max{,cpd(p, Q), sepd(P, @)} (3.5)
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Ou sup représente le supremum (c.-a-d. borne supérieure). La distance de Hausdorff est couramment
utilisée pour mesurer la similarité de maillage 3D, notamment pour mesurer I'erreur géométrique de
simplification entre un maillage original et le maillage simplifié. Elle est également utilisée en IA

comme fonction de perte [216].

Il est également possible de déterminer la similarité de deux nuages de points a l'aide d’une
combinaison de différents indicateurs, comme suggéré dans [190]. Dans cette étude, la comparaison
des nuages de points est effectuée en quelques étapes : échantillonnage des deux surfaces,
alignement, segmentation en trois parties, calcul de la mesure de similarité et mise en commun des
mesures de similarité afin d’obtenirla mesure de similarité globale. La mesure de similarité
individuelle utilisée est une combinaison de la mesure low-rank, qui est une mesure basée sur
I'analyse en composantes principales, la mesure de kurtosis, qui mesure la similarité en termes de
distribution des probabilités de chaque point individuel et la mesure de corrélation qui se concentre
sur la correspondance des points dans I'espace géométrique. Il faut noter que cette mesure est
d’abord élaborée pour le watermarking. Cette technique n’est pas retenue considérant qu’elle
implique des étapes superflues (par exemple, alignement, segmentation, mise en commun), ce qui

aurait pour conséquence de complexifier et alourdir le processus de comparaison périodique.

Les mesures de similarité Chanfrein, Wasserstein et Hausdorff sont testées afin de déterminer
laquelle quantifie le mieux la similarité des modéles géométriques 3D. Une comparaison quantitative

permet de déterminer quelle mesure est choisie.

Le troisieme élément a déterminer est la valeur du seuil au-dela duquel un modéle géométrique est
considéré comme provenant de la méme soudure que la requéte. Il va de soi que la valeur du seuil
dépend de la mesure de similarité choisie. Ainsi, la valeur du seuil est déterminée apres la sélection

de la mesure de similarité a I'aide d’expériences.

En résumé, le processus de reconnaissance des modéles géométriques pour comparaison
périodique débute avec un intrant, soit un nouveau modéle géométrique. La signature de cet intrant
est alors calculée. Une fois la signature obtenue, une requéte a la base de données permet de
retrouver la liste des ANN. La similarité de chaque ANN avec le modéle géométrique intrant est
calculée. Une soudure correspondante est trouvée si la valeur de la mesure de similarité est
supérieure au seuil prédéterminé. Ce processus permet de comparer les modeles géométriques 3D

d’'une méme soudure a des moments différents pour des fins de suivi.
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4 RESULTATS ET DISCUSSION

Ce chapitre présente les résultats associés a chacun des objectifs spécifiques de cette étude. Une
discussion sur les résultats, leur mise en pratique et leur implication est présentée pour conclure ce
chapitre.

4.1 Détection des doublons

Cette section démontre I'efficacité de la détection des doublons en I'appliquant a la base de données
privée discutée en section 3.1. Trente ED ont été intentionnellement ajoutés a la base de données
pour tester I'efficacité des méthodes de détection de doublons. Les ND ont été générés en scannant
une méme soudure sous différentes conditions. Les modifications apportées aux paramétres de
I'appareil PAUT incluent la focalisation, les filtres, le nombre d'échantillons, la longueur de balayage

et la résolution angulaire différente.
411 Détection des ED

Les 30 ED ajoutés intentionnellement a la base de données ont tous été détectés avec succés en

suivant le processus illustré a la Figure 4.1.

Lancer une
Générer le Hash requéte a la base
de données

Télécharger un
scan PAUT

Hash est
Le processus dans la
d’analyse est base de i Exact Duplicate

continué données
?

Figure 4.1 : Processus de détection des ED

Le Tableau 4.1 montre cinq exemples de scan ultrasonore et leur valeur de hachage associée.
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Tableau 4.1 : Exemples de hash associés aux fichiers scannés

hash

csv_file_path

396
397
398
399
400

d4dc17d03600939e477bb635e8 1a0ef19a92db1c8790¢. .

1c14fcBb79832e1ea1d55ec5e013777d3a8afdb 7826822, .

c8a360d348b75109c92di5173693e02e9d73785a6d958a. .

bdcTa34480debd93dd2d 1148419b332cTeal7327h89449

fb86ce6722a806c05601945be24521087d4ca0a432936. .

UUT_DV25mm_OL_comp_21_indexdrift. opd2_ ondia
LUUT_DV25mm_0OL_SECTweld_22 opdi ondia
UUT_DV25mm_0OL_SECTweld_22 opd2 ondia

UUT_DV25mm_OM_comp_28 opdi_ondia

UUT_DV25mm_OM_comp_28 opd2 ondia

Pour effectuer le processus illustré a la Figure 4.1 pour un seul fichier, il faut environ 0,20 seconde

avec un ordinateur équipé d'un processeur de 1,90 GHz. Ainsi, le processus de détection des ED est

trés efficace. La Figure 4.2 illustre un exemple de ED.

(a)
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20

-30 -20 -10 o

(b)
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*\m . w.s .

!

10 0 30
63b2c885d3f04bcad5a03{53f482188f7fe9dff3c75136852d79cTh545350caa

Figure 4.2 : Exemple de ED et leur hash respectif

Il est possible de constater que visuellement ces deux S-scans sont similaires. Le hash de chacun

de ces scans permet de confirmer que ce sont bien des ED.

4.1.2

Détection des ND

L'évaluation de la méthode de détection des ND a été réalisée a l'aide de quatre expériences

différentes. Pour chacune des expériences, la méme méthodologie est utilisée. La méthode est

d'abord appliquée a tous les scans pour créer la base de données. Ensuite, la méthodologie de la

Figure 4.3 est suivie. Tous les scans passent de maniere itérative a travers ce processus, ce qui

donne une liste de ANN et leur distance en fonction de toutes les mesures de similitude choisies pour

tous les scans intrants. Enfin, tous les candidats au-dessus (ou en dessous) du seuil sont considérés

comme ND.
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Soudure
correspondante

Algorithme Calculer
pour trouver sim(c,, c,) en Application

les candidats utilisant une d’un seuil de
{c,, c3) parmi R mesure de similarité
xR similarité

Autre soudure

Figure 4.3 : Processus de détection des doublons utilisé, adapté de [51]

4.1.2.1 Capacité de détection

La premiére expérience consiste a tester la capacité de détection de la méthode sur des ND
spécialement identifiés. Ce premier test commence par diviser 'ensemble de données en deux sous-
ensembles différents : 'ensemble d’entrainement et I'ensemble de test. L'ensemble d’entrainement
contient la grande majorité des scans PAUT tandis que le second sous-ensemble n’est composé que
de 15 fichiers ND générés en scannant certaines soudures a plusieurs reprises a partir de différents
paramétres de l'appareil d’acquisition (PAUT). Les modifications apportées aux parameétres
d'acquisition comprennent des modifications du focus, des filtres, du nombre d'échantillons, de la
longueur du balayage et de la résolution angulaire. Par conséquent, chaque scan de test a entre un
et sept doublons dans I'ensemble d’entrainement. Un détecteur de ND efficace devrait étre capable

de détecter tous ces ND.

LSH est d'abord appliqué a I'ensemble d’entrainement pour créer la base de données. Ensuite, des
requétes pour tous les fichiers de test sont générées. Les résultats sont résumés a la Figure 4.4. Le
nombre d'ANN au-dessus du seuil et la performance de détection (précision) a différentes valeurs de

7 sont illustrés pour aider a sélectionner la valeur optimale du seuil.

La précision de la méthode de détection est maximale a t=0,86 a 0,92 et commence a diminuer
pour atteindre une précision minimale de 67 % a 7 = 0,96. La performance optimale a été obtenue a
7= 0,92 puisque la méthode détecte tous les ND tout en ayant le plus petit nombre d'ANN a environ
9. La Figure 4.4 montre que le nombre d'ANN diminue presque linéairement avec I'augmentation de
T alors que la précision ne commence a diminuer qu'a 7= 0,92, mais le taux de diminution est
important. Le choix de la valeur de t affecte a la fois la précision de détection et I'efficacité

algorithmique de la méthode. Le meilleur scénario serait une précision élevée tout en ayant un faible
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nombre d'’ANN au-dessus du seuil, permettant ainsi d’'identifier uniquement les ND réels. Pour la suite
de cette recherche, une valeur de 0,92 est utilisée pour 7. Cette valeur a été validée visuellement par

un analyste certifié (PAUT niveau lll par Certification Scheme for Weldment Inspection Personnel).

—a— Mb de ANNs
== Pracision

L o e *, 100

18
15 F0.95

14 090

1z F0.85

Pracision (%)

10

=
o
=]

Nombre de ANNs au-dessus de T

0.86 0.58 0.90 0.92 0.94 0.96
Valeur du seuil (T)

Figure 4.4 : Performance de détection des ND a différentes valeurs de t©

Il est a noter que la valeur de t doit étre validé fréquemment par un expert tel qu'un analyste certifié.
En effet, a mesure que de nouvelles données sont ajoutées a la base de données, il est nécessaire
de valider la valeur de t, car la distribution des données peut avoir suffisamment changée pour

produire des décisions erronées.

4.1.2.2 Précision de LSH

La deuxiéme expérience évalue la précision de différentes configurations de LSH. Le nombre d’ANN
identifié par la méthode est également considéré étant donné son importance sur I'effort de calcul et
le temps nécessaire a I'exécution de la méthode de détection. Considérant que la méthode
développée doit étre efficace dans les grands ensembles de données, le nombre d'ANN identifié par
LSH doit étre maintenu aussi bas que possible. L'objectif est donc de trouver la configuration qui allie
une grande précision et un nombre d'ANN aussi bas que possible. La performance de chaque

configuration testée est présentée a la Figure 4.5.

Les modifications apportées aux configurations comprennent la longueur du hash, I'augmentation
des données (du fichier requéte) et la fonction de similarité. Les résultats optimaux sont obtenus a
I'aide de la configuration 5 qui est un excellent compromis entre précision et efficacité de calcul. Dans
la configuration 5, le nombre moyen de candidats est faible tandis que la précision de détection est
maintenue élevée. La configuration 5 se compose d'une longueur de hachage de 30, sans

augmentation des données et MSSSIM comme mesure de similarité.
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Figure 4.5 : Performance de détection de chacune des configurations testées
4.1.2.3 Performances sur des scans inédits

Dans la troisieme expérience, un analyste certifié a créé 30 ND qui ont été ajoutés a I'ensemble de
données original. Les transformations appliquées aux scans sont le redimensionnement des scans,
l'inversion des scans (90 ° vs 270°), la modification des parameétres d’acquisitions et autres

transformations similaires.

La technique a détecté, en moins de trois secondes par scan, les 30 ND créés intentionnellement
parmi I'ensemble de données composé de 400 scans. Aucun algorithme de réduction de
dimensionnalité ni de techniques d'échantillonnage n’est utilisé. La technique de détection des ND
est rapide et suffisamment robuste pour trouver plusieurs types de transformations des données
d'origine. Le Tableau 4.2 présente un exemple de détection en utilisant la méthode proposée. Il
montre les candidats identifiés par I'algorithme et montre la mesure de similarité associée a chaque

doublon potentiel. Selon le seuil, la décision finale est fournie dans la derniére colonne.

Tableau 4.2 : Mesure de similarité des ANN pour la soudure #282 270°

Fichier MSSSIM Cosine MAPE ND
Soudure #280 (270 °) 0,9902 0,9884 0,9251 Oui
Soudure #278 (270 °) 0,9757 0,9627 0,8417 Oui
Soudure #283 (90 °) 0,9555 0,9493 0,6924 Oui
Soudure #281 (90 °) 0,9462 0,9365 0,8185 Oui
Soudure #167 0,8568 0,8134 0,6325 Non

La Figure 4.6 montre les images ultrasonores et les S-scans des fichiers listés dans le Tableau 4.2.
On voit clairement que les fichiers identifiés par LSH sont effectivement des ND, a I'exception du
dernier (Soudure #167).
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Figure 4.6 : Etude de cas de détection de ND d'un fichier test. Sur la gauche, la vue C-scan du
fichier testé est en haut et le C-scan des cinq plus proches voisins identifié est en dessous. Sur la

droite, les S-Scans résumés des mémes résultats.

La Figure 4.7 compare deux scans PAUT 3D et affiche la similarité entre ces deux scans (S-scan du
centre) a l'aide d’une échelle de couleur congue pour le logiciel infonuagique de Ondia. Il est a noter
que les S-scans de gauche et de droite sont des S-scans max ou I'amplitude maximale a chaque
couple (beam, sample) est utilisée. L’échelle va comme suit : les parties similaires sont en rouge
alors que les points divergeant sont en blanc. Deux scans qui sont des ED auraient un S-scan de
similarité complétement rouge alors que deux scans complétement différents auraient un S-scan de
similarité complétement blanc. Cet outil visuel a été développé afin de rapidement constater la
similarité de deux scans, particulierement pour confirmer visuellement les résultats du processus de
détection des NDs. Les deux scans comparés sont les scans #282 270° et #280 270° de la troisieme
expérience. Il convient de rappeler que ces deux scans sont des ND, comme montré par les mesures
de similarité MSSSIM, Cosine et MAPE.

280 similarité 282
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Figure 4.7 : Comparaison de deux S-scans maximales similaires (#280 270° et #282 270°)
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4.1.2.4 Robustesse au bruit

La derniére expérience consiste a bruiter 15 scans selon un niveau de bruit prédéterminé pour
évaluer la robustesse de la méthode. Le bruit correspond & une augmentation du gain suivant N(u, 0%)
ou u est le niveau de bruit introduit et o2 est fixé a 0,01. Le résultat est présenté a la Figure 4.8. On
peut observer que la méthode de détection est robuste au bruit puisqu'elle a atteint une grande
précision malgré des niveaux de bruit gaussien aussi élevés que 6 %. Lorsque le niveau de bruit
devient plus élevé, les ANN identifiés par LSH pour chaque fichier convergent vers le méme petit
sous-ensemble de scans trés bruités, qui deviennent plus proches du scan modifié que du scan

d'origine.
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Figure 4.8 : Précision de détection des ND a différents niveaux de bruit gaussien.
4.1.2.5 Résumé des quatre expériences

Un résumé des quatre expériences est présenté au Tableau 4.3. Il rassemble les informations
présentées dans cette section. Comme on peut le constater, la méthode de détection proposée
permet de détecter avec précision les ND méme lorsque les transformations sont élaborées, telles
que le redimensionnement du scan, l'inversement du scan ou les modifications des parameétres
d'acquisitions PAUT, y compris lorsque du bruit gaussien est ajouté. |l est toutefois important de noter
que dans son application pratique, les opérateurs ne passeraient pas plus de quelques minutes a
essayer de modifier un scan pour tromper le systéme.

Bien que les configurations de LSH puissent étre choisies pour obtenir une précision de détection
parfaite, cela entrainerait un processus de détection trés lent et inefficace. Par conséquent, cette
recherche a testé différentes configurations et situations pour déterminer les parameétres optimaux

de LSH, permettant une méthode précise et efficace pour détecter les ND des scans PAUT.
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Tableau 4.3 : Résumé des expériences

Expérience | Variables testées Conclusion

1 Valeur du seuil T 7=0,92

2 Configurations La configuration 5 est choisie

3 Précision sur de nouveau ND en utilisant | Résistant aux modifications des
la configuration optimale et t parameétres PAUT du scan

4 Robustesse contre le bruit gaussien Robuste au bruit gaussien jusqu'a 6 %

4.2 ldentification de la soudure

Cette sous-section présente tout d’abord le processus d’entrainement du modéle de segmentation.

Ensuite, les résultats de la segmentation des quatre parties principales de la soudure sont présentés

et sont suivis par les résultats de la segmentation des défauts de soudure.

4.21 Entrainement du modéle de segmentation

Le modéle de segmentation multi-objectif a été entrainé a segmenter les quatre parties principales

des soudures et les défauts a I'aide de 106 scans ultrasonores annotés par deux experts en ultrasons

de niveau lll. Les techniques d’augmentation des données présentées a la section 3.3.3.2 ont été

utilisées. L'entrainement est illustré a la Figure 4.9.

Figure 4.9 : Evolution de la valeur de la perte et de la précision au fil des epochs
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On peut voir que le modéle atteint une précision maximale de 97,6 % a I'epoch 259 et qu'il atteint un

DSC maximal de 90,47 % (1-0.0953) a I'epoch 290. L’entrainement a été en trois phases. La premiere

sans planificateur de LR. CyclicLR a été ajouté a I'entrainement a partir de I'epoch 169 pour
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76 epochs. Ensuite, ReduceLRonPlateau a été utilisé pour terminer I'entrainement. Early stopping a
été utilisé dans les trois phases de cet entrainement (sans planificateur de LR, CyclicLR,
ReducelRonPlateau). L’entrainement a nécessité un total de 340 epochs pour une durée de

283 minutes (4 heures et 43 minutes) sur un ordinateur équipé d’'un GPU Nvidia GeForce RTX 2080.

4.2.2 Segmentation des quatre principales parties de la soudure

4.2.2.1 Analyse des résultats

Le modele de segmentation multi-objectif atteint une précision totale de 97,7 % au niveau des voxels
et un DSC de 90,47 % sur I'ensemble de données de test. En détail, le modeéle atteint une précision
de 95,6 % et un DSC de 90,55 % pour la segmentation des parties de la soudure. La Figure 4.10
montre une matrice de confusion qui montre la qualité de la classification de chaque voxel en fonction
du GT.
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Figure 4.10 : Matrice de confusion de la segmentation de chaque voxel de la soudure

On peut constater qu’environ 75 % des voxels correspondent au matériel de base. Le modéle a réussi
a bien classer 74,38 % des 74,67 % des voxels appartenant au matériel de base. En revanche, le
modele a classé 0,99 % des voxels comme appartenant a une soudure en V alors qu'ils appartiennent
au matériel de base. Il s’agit de la plus importante erreur du modéle. La deuxiéme plus importante
erreur est la classification de 0,80 % des voxels comme étant une soudure en double-V alors qu’il
s’agit du matériel de base. Une troisieme erreur similaire de classification est présente lorsque le
modéle identifie 0,75 % des voxels comme étant le matériel de base alors qu’il s’agit de soudure en
double-V. Il est intéressant de souligner que le modéle réussit trés bien a distinguer les types de

soudure. L’erreur de classification entre les classes soudure en V et double-V est nulle. La plupart
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des erreurs sont liées au matériel de base (3,76 % des 4,20 % d’erreur total). Cette part d’erreur
s’explique en grande partie par la difficulté de catégoriser chacun des voxels dans la ZAT. Les voxels
dans la ZAT peuvent pratiquement étre catégorisés comme appartenant autant en matériel de base
que faisant partie de la soudure considérant la frontiére floue entre ces zones. Puisque le matériel
de base est majoritaire dans un scan, il est aussi possible que le modéle favorise cette classe par
rapport aux autres. La section 4.2.2.2 est entierement dédiée a la présence d’une ZAT et ses effets

sur I'algorithme de segmentation.

Le modele obtient un score F1 moyen de 91,7 %, grace a une précision moyenne de 91,4 % et un
rappel moyen de 92,2 %. Le score F1 de chaque classe est disponible dans le Tableau 4.4. Le score
F1 moyen et pondéré en fonction de I'importance de chaque classe est également disponible.

L’importance de chaque classe est la suivante : 76,2 %, 10,5 %, 8,2 % et 5,1 %.

Tableau 4.4 : Tableau des scores F1 pour chaque classe de la soudure

Classe Précision (%) Rappel (%) Score F1 (%)
Matériel de base 97,9 97, 2 97,5
Soudure en V 89,0 96,6 92,7
Soudure en double-V 89,3 89,8 89,6
Réflexion incompléte 89,3 85,0 87,1
Moyenne 91,4 92,2 91,7
Pondéré 95,8 95,8 95,8

Il est intéressant de souligner la différence de score F1 entre la version pondérée et la version basée
sur la moyenne. La version pondérée prend davantage en considération I'importante représentation
du matériel de base sur 'ensemble des données alors que la version moyenne considére chaque
classe également. Le score F1 moyen est préféré a la version pondérée, car la version moyenne est
plus critique envers les classes associées aux soudures et c’est majoritairement le résultat de la
segmentation de ces deux classes qui sont utilisées pour la suite du processus d’analyse développé
dans cette étude.

Un score F1 moyen de 91,7 % est un bon indicateur pour démontrer que le modéle est en mesure
de bien remplir son objectif de segmenter les différentes parties de la soudure. Le score F1 le plus
faible appartient a la classe réflexion incompléte qui a obtenu un score de 87,1 %. Bien que ce soit
le score le plus faible, cette valeur n’est pas critique. Il s’agit d’une classe difficile a segmenter puisque
la forme de la réflexion incompléte peut grandement varier d’'une soudure a 'autre, particuliérement
entre une soudure en V et une en double-V. La forme peut également varier en fonction des différents
parametres de I'appareil d’acquisition. Il est également possible de constater que le modéle posséde
un meilleur score F1 pour les soudures en V (92,7 %) en comparaison aux soudures en double-V

(89,6 %). Cette différence s’explique majoritairement par un rappel de seulement 89,8 % pour les
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soudures en double-V alors qu’il est de 96,6 % pour la soudure en V. Cette différence est causée par
une l'erreur de classification de la soudure en double-V quand il s’agit du matériel de base (0,80 %).
Ce type d’erreur n’est que de 0,20 % pour la soudure en V. Cette erreur s’explique en partie par la
plus forte complexité de la forme de la soudure en double-V par rapport a une soudure en V. Le faible
rappel de la classe réflexion incompléete (85,0 %) est causé en grande partie par une erreur de
classification importante au niveau du matériel de base. L’erreur atteint 0,50 % alors que seulement

5,15 % des voxels appartiennent a cette classe.

A la Figure 4.11, un exemple du processus de segmentation de la soudure est représenté pour deux
scans ultrasonores faisant partie de I'échantillon de validation. Pour simplifier la visualisation, les
scans 3D sont représentés par des S-Scans 2D. Il faut noter que le modéle utilise bien des scans 3D
PAUT en entrée et non des images ultrasonores. Les S-Scans de la colonne de gauche sont les
données d'entrée transmises au FCN aprés redimensionnement. La colonne du centre représente
les cartes de segmentation prédites par le réseau. Les S-scans de la colonne de droite représentent
les cartes de segmentation identifiée par 'analyste certifié Ondia. La premiere ligne est une soudure
en V alors que la deuxiéme ligne est une soudure en double-V. La troisieme ligne correspond a un
exemple difficile ou la soudure est décalée de prés de 20 mm vers la droite par rapport au centre du
centre, ou les soudures sont généralement positionnées. Les couleurs des colonnes du centre et de
droite correspondent a : bleu/vert foncé=matériel de base, vert=soudure en V, jaune=soudure en

double-V et rose=réflexion incompléte de la soudure.

Pour ces trois prédictions, le modéle atteint un DSC de 94,8 %, de 94,7 % et de 90,3 %. La Figure
4.11 démontre clairement que le réseau de segmentation reconnait la forme de la soudure et peut
distinguer des parties importantes de la soudure (matériel de base, soudure en V, soudure en double-
V). Le modéle est en mesure de segmenter la soudure de fagon précise (DSC de 90,3 %) alors que
la soudure est située prés de 20 mm vers la droite de la position habituelle des soudures. Cela montre
bien que le FCN a bien appris a localiser les soudures. |l s’agit d’'un indicateur visuel de I'absence de

surapprentissage.
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Figure 4.11 : Exemples des intrants, prédictions et GT du modéle de segmentation.

La Figure 4.12 montre la distribution du DSC de I'’échantillon de validation pour les soudures.
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Figure 4.12 : Distribution des DSC de I'échantillon de validation pour la soudure



On peut voir que 24 des 26 prédictions ont un DSC supérieur a 80 %. Les deux pires prédictions ont
un DSC de 45,5 % et de 73,3 %. La pire prédiction est présentée a la Figure 4.13. On peut y observer
qu’il s’agit d’'une soudure en V de forme particuliere qui est trés peu représentée dans la base de
données d’entrainement (ayant peu de S-scans similaires). Il s’agit de la raison principale pour
laquelle la prédiction est aussi ratée. A noter, la prédiction du type de soudure est fausse (V vs
Double-V). Bien que deux prédictions soient insatisfaisantes, les résultats sont intéressants, car
l'ajout de données d’entrainement et l'ajout de variabilité dans la base de données devraient

permettre de réduire les mauvaises prédictions.

Original scan Prediction weld Ground-truth weld

Figure 4.13 : Pire prédiction de I'échantillon de validation

Pour évaluer davantage la capacité du modéle a reconnaitre la forme des soudures, une légere
modification du FCN pour générer une prédiction binaire de la forme de la soudure a été effectuée.
Le modele de classification des soudures a été entrainé a I'aide de 281 scans PAUT 3D en entrée. Il
a été testé sur 70 scans, atteignant une précision de classification de 92 %. Cela met en évidence la

capacité du modéle a distinguer le type de soudure dans un scan 3D PAUT.

4.2.2.2 Effets de la ZAT

La frontiére entre la soudure et le matériel de base est une zone de transition qui se nomme la ZAT.
La ZAT est la zone adjacente a la soudure qui a été chauffée suffisamment pour avoir subi un
changement dans sa microstructure (di a son exposition a de trés hautes températures), mais pas
suffisamment pour avoir fondue [90]. La chaleur créée lors du soudage et le refroidissement
subséquent causent un changement entre l'interface de la soudure et la fin de la zone ou la
température a augmenté dans le matériel de base. La composition chimique dans la ZAT est la méme
que pour le matériel de base, mais les propriétés et la structure ont changé par le traitement
thermique. Ces changements peuvent étre significatifs et peuvent causer une défaillance sous la
forme de craques, de corrosion, de distorsion ou autres. Les effets sur les propriétés mécaniques
dans la ZAT sont généralement négatifs [9]. L’étendue et 'ampleur du changement de propriétés
dépendent du matériau de base, du métal d’apport, la distance de la zone de fusion, la durée du

traitement thermique, le processus de refroidissement et la quantité et la concentration de la chaleur
87



apportées par le processus de soudage. La diffusion thermique est I'un des facteurs qui jouent un
grand réle dans la création de la ZAT. Il s’agit de la mesure qui qualifie la capacité du matériel de
base a transmettre la chaleur. Le calcul correspond au rapport entre la conductivité thermique du
métal divisée par sa densité et sa capacité thermique a pression constante. Si la capacité de diffusion
thermique est importante, le matériel de base est en mesure de transmettre la chaleur plus
rapidement, ce qui se traduit par une ZAT plus petite. Le matériel de base et le cycle thermique
(chauffage et refroidissement dus au soudage) ainsi que tout traitement thermique post-soudage sont
les facteurs déterminants du changement dans la ZAT. Identifier la ZAT est donc une tache
importante. C’est en général dans la ZAT que les défaillances de la soudure occurrent. Ainsi, un

grand nombre de défauts s’y retrouve, notamment des craques.

Pour démontrer 'importance de localiser la ZAT, un exemple est discuté en considérant I'acier au
carbone. Lors d’'un refroidissement rapide de I'acier au carbone, il se forme de la martensite. La
martensite est une solution dure et trés cassante du carbone solide dans le fer. La martensite est
souhaitable dans certains cas, car elle est extrémement dure, mais peut en méme temps présenter
une faible ductilité. Elle est donc idéale pour les outils, mais pas pour l'acier de construction. Le
danger d'avoir une ZAT fragile dans l'acier au carbone est la susceptibilité a la fissuration induite par
I'hydrogéne. Cette microstructure fragile céde sous la pression exercée par I'nydrogéne qui se diffuse
hors de la soudure et de la ZAT. Ce phénoméne est dangereux, car, contrairement a la fissuration a
chaud qui se produit juste apres le soudage, la plupart des fissures a froid (comme dans le cas de la
fissuration assistée par I'hydrogéne) ne se produisent que plusieurs heures aprés le refroidissement
de la piéce. C'est pourquoi les procédures de soudage appropriées prévoient l'inspection des
soudures susceptibles de subir une fissuration a froid 48 heures aprés la fin du soudage. La ZAT
étant sensible a tous ces problémes, le fait de la localiser géométriguement aide les analystes dans

leur diagnostic.

Les figures présentées précédemment utilisent la classe ayant le plus fort niveau de confiance pour
chaque voxel pour créer un masque 3D. Or, il est possible de visualiser la prédiction brute pour
chaque classe afin de voir le niveau de confiance du modéle a chaque voxel. La Figure 4.14 montre
la valeur moyenne de la prédiction pour chaque point en XZ. En d’autres termes, il s’agit de la
visualisation de la probabilité d’appartenance pour chaque classe. |l est possible de constater pour
les deux exemples de la Figure 4.14 que le modele est trés confiant en ce qui a trait a la classe 1
(matériel de base). Dans les trois autres classes, il semble y avoir une zone d’incertitude entre la
soudure, que ce soit en V, en double-V ou la réflexion incompléte, et le matériel de base. Cette zone
d’incertitude peut atteindre plusieurs millimeétres. Nous pouvons émettre I'hypothése qu’il s’agit, du
moins en partie, de la ZAT. La plupart des erreurs du modéle, discutées précédemment, proviennent
de cette zone. Il est possible de constater qu’il existe une zone de transition entre la soudure et le

matériel de base ou la confiance des prédictions passe de forte a faible, de la soudure a la ZAT, et
88



redevient plus forte en atteignant le matériel de base. Ce phénoméne est observé pour les deux
prédictions (soudure en V ou double-V).

Classe #1 Classe #2 Classe #3 Classe #4
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Figure 4.14 : Visualisation de chaque classe de la soudure pour deux prédictions

A la Figure 4.15, on peut voir deux prédictions du modéle de segmentation pour la classe soudure
en V (a gauche) et soudure en double-V (a droite). Afin de visualiser la ZAT, un contour de 8 mm (en
rouge) a été ajouté a partir de la soudure. A partir de cette représentation, on peut alors avoir une
idée de la forme, grosseur et localisation de la ZAT dans le scan fourni pour analyse. Puisque les
défauts de soudure sont également segmentés, il est alors possible de localiser les défauts par
rapport a la ZAT. Cela devrait se traduire par une augmentation de la qualité des analyses effectuées
par les analystes certifiés. Par exemple, tous les défauts segmentés se retrouvant dans la ZAT
devraient étre analysés précisément, car ils sont a risque plus élevé. Il faut préciser qu’il est
facilement possible de changer la taille de la ZAT théorique en fonction des conditions de la soudure

(matériel, type de soudure, etc.).
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Figure 4.15 : lllustration en 3D de la ZAT potentielle de deux prédictions (Soudure en V a gauche et
double-V a droite)

4.2.3 Segmentation des défauts

Le modéle atteint une précision de 99,8 % et un DSC de 79,09 % pour la segmentation des défauts.
La segmentation des défauts est une tache difficile pour le modéle de segmentation multi-objectif
puisque 99,72 % des voxels ne contiennent pas de défauts. Le modéle réussit donc a bien classifier
99,79 % des voxels, ce qui est [égérement supérieur au pourcentage de voxels n’ayant pas de défaut.
L’erreur totale est de 0,21 % seulement. Or, en considérant seulement les voxels qui n’ont pas de
défaut, le modéle réussit a bien classer 0,17 % des 0, 28 % de voxels avec défaut, ce qui représente
61 %. En somme, il est possible de considérer que le modéle de segmentation des défauts est
suffisamment performant puisqu’il ne produit que trés peu de faux positifs. Les positifs correspondent
a l'identification positive (défaut) d’'un voxel alors que le vrai résultat (GT) est négatif (sans défaut).
Les faux négatifs, qui correspondent a I'identification négative d’'un voxel (sans défaut) alors qu'il y a
un défaut, sont un probléme encore plus important en END. Les faux négatifs représentent 0,11 %
des prédictions. Ce pourcentage est faible et donc acceptable bien qu’il soit non négligeable
considérant la rareté des défauts (0,28 % seulement des voxels.) Une réduction du taux de faux
négatifs serait une amélioration intéressante pour une application dans un logiciel infonuagique. La
matrice de confusion est présentée a la Figure 4.16.
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Figure 4.16 : Matrice de confusion de la segmentation de chaque voxel des défauts

Le modele obtient un score F1 de 62,2 %, grace a une précision de 63,2 % et un rappel de 61,2 %.

Cela correspond a une précision de :

Précision = ——— = 017 = 63,2 % 4.1
TSI =y FP T 017+ 0,10 ° (4.1
Le rappel équivaut a :
VP 0,17
Rappel = =612% (4.2)

VP+FN _ 0,17 + 0,11
Finalement, le score F1 est calculé ainsi :

2 * précision * rappel _2%0,632+0,612
précision + rappel 0,632 + 0,612

Score F1 = =622% (4.3)
Un score F1 de 62,2 % est di au fait que cette mesure de performance ne considére pas les vrais
négatifs dans son évaluation. Puisque 99,62 % des voxels ont été classés comme des vrais négatifs,
cette mesure n’est basée que sur les 0,38 % restants. Il est toutefois intéressant de noter que le
modéle posséde une certaine marge d’amélioration au niveau de la segmentation des défauts. Cette
marge d’amélioration peut étre expliquée par le fait que la fonction de perte est fortement pondérée
en faveur de la segmentation de la soudure au cours de I'entrainement. La pondération de la valeur
de perte est une décision prise afin de mettre I'accent sur la segmentation de la soudure, qui est au
cceur de I'objectif général de cette recherche. Afin d’augmenter les performances de la segmentation
des défauts, I'ajout de données ou la modification de la pondération, pour réduire 'accent sur la

segmentation de la soudure, devrait permettre une amélioration des indicateurs de performance.
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Il faut rappeler que le modéle a été entrainé avec seulement 106 scans PAUT alors que les modéles
de segmentation 3D sont généralement entrainés avec des milliers de données. Par exemple, la base
de données Semantickitti, utilisée pour la segmentation 3D, consiste en plus de 40 000 annotations
[217].

A la Figure 4.17, un exemple du processus de segmentation est représenté pour deux scans faisant
partie de I'échantillon de validation. Les trois premiers scans de gauche représentent un S-scan
original, la prédiction et le GT. Les trois S-scans de droite sont un autre exemple, suivant le méme

ordre.

original scan Prediction defect Ground-truth defect Original scan Prediction defect Ground-truth defect

Figure 4.17 : Exemples des intrants, prédictions et annotations du modéle de segmentation

Pour ces deux prédictions, le modéle atteint un DSC de 88,3 % et 91,7 %. Il est a noter que I'échelle
de couleur débute par le blanc pour les faibles amplitudes, passe ensuite par le blanc et termine dans

I'orange pour les fortes amplitudes. Il s’agit de I'’échelle de couleur standard en ultrason.

La Figure 4.18 montre la distribution du DSC de I'échantillon de validation pour les défauts. On peut
remarquer que les prédictions ont toutes un DSC supérieur a 88 %, ce qui est intéressant. Il ne

semble pas y avoir de mauvaises prédictions.

Defaut

40 4

Figure 4.18 : Distribution des DSC de I'échantillon de validation pour les défauts
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La Figure 4.19 montre la valeur moyenne de la prédiction pour chaque point en XZ. Pour les deux
exemples affichés, on peut voir un S-scan moyen de chaque classe de la prédiction des défauts. Le
S-scan de gauche (Classe #1) de chaque exemple correspond a la classe sans défaut alors que celui
de droite est la classe des défauts (Classe #2). L’échelle de couleur est en lien avec le degré de
confiance de la prédiction du modéle. En orange, la prédiction est fiable alors que plus la couleur
tend vers le blanc, en passant par le jaune puis le bleu, moins la confiance envers cette prédiction
est élevée. En observant attentivement les deux S-scans de la Classe #2, on constate qu’il semble y
avoir une légére zone d’incertitude encerclant les défauts (zone de couleur bleu). Cette zone semble

toutefois étre plus petite que pour les parties de la soudure.

Classe #1 Classe #2 Classe #1 Classe #2

Figure 4.19 : Visualisation pour deux prédictions des classes sans défaut et défaut
4.2.4 Segmentation intégrée de la soudure et des défauts

La méthode développée permet une analyse approfondie de la forme de la soudure. La Figure 4.20
représente visuellement le processus de segmentation de la soudure. Ce processus débute avec un
scan 3D (NP de gauche), le segmente a I'aide du modéle de segmentation multi-objectif, sélectionne
les points associés a la soudure et transforme finalement ces points en NP pour faire I'affichage 3D
de la soudure (NP du centre). Le NP de droite est le GT de la soudure. Dans le processus global de
reconstruction de la surface, le NP obtenu est ensuite transmis a P2S pour reconstruire la surface et

ainsi créer le modéle géométrique 3D de la soudure et des défauts.
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Figure 4.20 : Exemple 3D des intrants, prédictions et extrants du modéle de segmentation : entrée

(a gauche), extrant prédit (au milieu) et forme réelle de la soudure en V (a droite)

L'analyse des soudures peut étre considérablement améliorée en fournissant de telles informations
géométriques. Par exemple, on peut estimer la longueur réelle de la soudure. Plus important encore,
l'interprétation des informations géométriques pourrait également aider a déterminer si I'analyse elle-
méme a été effectuée correctement. Le méme processus peut étre utilisé pour générer un NP des
défauts. La Figure 4.21 illustre le processus pour des défauts de soudure : a gauche : un scan 3D
intrant, au centre : I'affichage 3D du défaut par un NP et a droite : NP du GT des défauts.
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Figure 4.21 : Exemple 3D des intrants, prédictions et extrants du modéle de segmentation : entrée

(2 gauche), extrant prédit (au milieu) et forme réelle des défauts (a droite)

La création d’'un NP en 3D de la soudure et des défauts permet de mettre en contexte chacun des
éléments par rapport a l'autre. En effet, il est ainsi possible de connaitre la forme, la grosseur et la

localisation relative des défauts et d’en déduire la gravité. Le diagnostic de I'analyste ne peut qu’étre
meilleur s’il posséde ces informations.

A la Figure 4.22, on peut voir trois exemples de prédictions du modéle de segmentation ou les deux
cartes de segmentation (soudure et défaut) produites ont été superposées. Cette superposition des

prédictions permet de localiser géométriquement les défauts par rapport a la soudure. Les deux
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premiéres lignes sont des soudures en double-V, identifiées en jaune, et la derniére ligne est une

soudure en V, identifiée en bleu.

Original scan Prédictions Ground-truth
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Figure 4.22 : Exemples des intrants, prédictions et annotations du modéle de segmentation

superposés

Il est possible de constater que les prédictions, autant de la soudure que des défauts, sont trés
proches du GT. Le principal attrait de ces graphiques est de localiser les défauts par rapport aux
différentes parties de la soudure. Par exemple, dans le deuxieme exemple, on peut conster qu’un
défaut chevauche la soudure et la ZAT, aux environs de x =0 mm et z = - 60 mm. On peut également
constater que les autres défauts identifiés dans cet exemple sont a l'intérieur de la soudure

(x=-15mmetz=-37 mm).
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En somme, la représentation de la soudure et des défauts de la Figure 4.22 permet aux analystes de
confirmer leur diagnostic grace a la connaissance précise de la position, de la forme et du type de
soudure ainsi que de la ZAT.

4.2.5 Comparaison avec un auto-encodeur convolutif

La rareté des défauts dans les soudures est un probléme bien documenté [38]. Un modéle de
segmentation basée sur I'apprentissage non supervisée, comme un auto-encodeur convolutif,
pourrait également segmenter les défauts de soudure. Ce type de modéle est entrainé a partir de
scans sans défauts pour apprendre & reconstruire les scans normaux (sans défaut). A l'inférence, le
modele est en mesure de reconstruire les voxels sans défaut, permettant 'identification des voxels

avec défaut grace a I'erreur de reconstruction.

Considérant les avantages de I'apprentissage non supervisé, un auto-encodeur convolutif a été testé.
Les performances de ce modéle ont été comparées au modéle de segmentation supervisé. L’auto-
encodeur convolutif a été entrainé a partir des mémes 106 scans ultrasonores. Les frames ayant des
défauts ont été retirés. La fonction de perte SSIM a été utilisée. SSIM a atteint un sommet de 85,5 %
de ressemblance entre les prédictions et les scans intrants. Au total, I'entrainement a durée 877

epochs. Les résultats sont résumés au Tableau 4.5.

Tableau 4.5 : Comparaison quantitative des résultats de segmentation entre un modéle a

apprentissage supervisé et non supervisé

Types d’apprentissage DSC (%) Précision (%) F1-Score (%)
Supervisé (FCN) 79,09 99,79 62,2
Non supervisé (auto- 36,08 99,58 38,1

encodeur convolutif)

Afin de comparer les résultats des deux modéles, le DSC, la précision et le score F1 ont été calculés
a partir des annotations des défauts. L’auto-encodeur convolutif a atteint un DSC maximal de
36,08 %, une précision maximale de 99,58 % et un score F1 de 38,1 %. Sachant que 99,72 % des
voxels ne contiennent pas de défauts, une précision de 99,58 % est décevante. L’auto-encodeur
convolutif ne réussit donc pas a mieux classer les voxels qu’une simple prédiction négative a chaque
voxel. Un DSC de seulement 36,08 % est également décevant puisque cela montre que le modéle
ne réussit pas a bien segmenter les scans. La Figure 4.23 montre la matrice de confusion de la
segmentation des défauts par I'auto-encodeur convolutif. On peut y constater que la précision, le
rappel et le score F1 sont respectivement de 31,3 %, 48,7 % et de 38,1 %, ce qui largement inférieur
aux résultats du modéle de segmentation supervisé (63,2 %, 61,2 % et 62,2 %). On peut constater

que I’ auto-encodeur convolutif classe 0,28 % des voxels comme ayant un défaut alors qu’ils n’en ont
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pas (faux positif) et qu'’il classe 0,14 % des voxels comme n’ayant pas de défaut alors qu’ils en ont
(faux négatif).
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Figure 4.23 : Matrice de confusion de la segmentation par un auto-encodeur convolutif

Visuellement, il est possible de constater a la Figure 4.24 que I'auto-encodeur convolutif laisse de
nombreux artéfacts dans la prédiction, contrairement au modéele de segmentation supervisé. Les
scans de gauche sont les prédictions a partir de I'auto-encodeur convolutif alors que les scans de
droite sont les scans annotés des défauts (le GT). Au centre, il s'agit de S-scans représentant la
similarité entre les deux autres scans. Le rouge correspond a une similarité élevée alors que le blanc
pour représente les différences.
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Figure 4.24 : Comparaison des résultats de segmentation d’'un auto-encodeur convolutif aux

annotations

Autant les résultats numériques que les résultats visuels présentés ci-haut justifient 'utilisation du
modéle de segmentation supervisé. Un modéle de segmentation non supervisée posséde plusieurs
avantages, comme l'absence de besoin de données annotées complexes ou la capacité de
segmenter des défauts rares, avec une architecture plus simple. Mais dans ce cas-ci, les
performances de ce type de modéle ne sont pas suffisantes pour justifier son utilisation. Il est toutefois
possible d’envisager son utilisation dans certaines situations ciblées. Par exemple, il peut étre utile
de combiner les deux modeéles pour s’assurer de détecter les défauts rares dans le cas ou les faux
positifs ne sont pas problématiques. Un autre exemple est I'utilisation de I'auto-encodeur convolutif
lorsque de nouvelles données qui proviennent de distribution différente sont disponibles, comme des
scans au format différent (plus de frames ou de samples), des scans provenant de matériaux

différents ou d’appareils différents.

4.3 Modélisation géométrique en trois dimensions

Cette section présente tout d’abord I'optimisation des hyperparamétres spécifiques a P2S afin de
faire une comparaison juste avec SPR. L’entrainement a partir des hyperparamétres optimaux est
présenté. Ensuite, les résultats de la reconstruction de la surface etla comparaison des deux

méthodes testées sont discutés. S’en suit le choix final de la technique de reconstruction de surface.

4.3.1 Résultats de Hyperband appliqués a P2S

Le Tableau 4.6 résume les choix d’hyperparamétres possibles et indique la combinaison ayant
obtenu les meilleures performances. Hyperband a été exécuté en utilisant R=64, ce qui correspond
au nombre maximal de ressources autorisées, et n=4, le nombre de branches considéré. La meilleure
combinaison d’hyperparameétres a obtenu une valeur de perte de 0,008. Les résultats optimaux ont

été obtenus avec GeLU comme fonction d’activation, un LR de 0,005, un weight decay de 0,0035,
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AdamW comme fonction d’optimisation, une taille du réseau de 1536, un nombre de patchs par
soudure de 1500 et de points par patch de 100.

Tableau 4.6 : Résultats de Hyperband pour la sélection de hyperparamétres optimaux de P2S

Hyperparamétres Sélection | Valeurs possibles

LR 0,005 0.005a 3

Weight decay 0,0035 1082 3 10QE-10

Fonction optimisation | AdamW Adam, AdamW, SGD

Fonction d’activation | GeLU RelLU, SeLU, ELU, LeakyRel U, Mish, Swish, SiLU, GELU
Taille du réseau 1536 512, 1024, 1536

Points par patch 100 100, 200, 300

Patchs par soudure 1500 1000, 1500, 2000

Au total, 64 différentes combinaisons d’hyperparameétres ont été testées pour un temps
d’entrainement combiné de plus de 22 heures sur un ordinateur équipé d’'un GPU Nvidia GeForce
RTX 2080. Il faut préciser que early stopping est implémenté afin d’arréter les entrainements

lorsqu’aucune amélioration a la valeur de la perte n’est constatée sur 12 epochs.

La Figure 4.25 résume les résultats des combinaisons testées par Hyperband. Les sept graphiques
présentés sont tous construits suivant ce principe : pour chaque combinaison testée, la meilleure
valeur de perte est identifiée par un point ou x est la configuration (ex. SGD ou Adam) et y la valeur
de perte. La Figure 4.25 résume visuellement les résultats de toutes les configurations testées afin
d’extraire des conclusions améliorant ainsi les connaissances sur I'entrainement du modéle P2S. La
Figure 4.25 ne contient qu’'un sous-ensemble des meilleurs résultats. En effet, seulement les
configurations ayant obtenu une valeur de perte minimale plus faible que 0,25 ont été affichées. Cela

permet de concentrer les analyses sur les meilleures configurations seulement.

Hyperband a permis de trouver la valeur du LR et du weight decay qui maximise les performances
du modéle de reconstruction de surface. La valeur finale de LR est de 0,005 tandis que le weight
decay est de 0,0035. On constate sur la Figure 4.25 que les meilleurs résultats sont tous obtenus
avec un LR plus faible, entre 0,005 et 0,14. Le méme constat est émis pour la valeur du weight decay.

Les dix meilleurs résultats sont obtenus par des valeurs de weight decay entre 0,001 et 0,0035.
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Figure 4.25 : Résultats de Hyperband représentés sous forme de nuage de points

La liste des fonctions d’optimisation incluses dans I'exécution de Hyperband a été réduite a
seulement Adam, AdamW et SGD. Ces choix sont basés sur les résultats de I'exécution de
Hyperband pour le modéle de segmentation multi-objectif ou ces trois fonctions d’optimisation ont
clairement démontré leur supériorité par rapport aux autres fonctions d’optimisation disponible. La
fonction d’optimisation sélectionnée par Hyperband est AdamW. Comme discuté dans la section 0,
limplémentation de la régularisation [, a été améliorée par AdamW. Cela a pour effet daugmenter
les performances de Adam, une fonction d’optimisation adaptative, au méme niveau que SGD. Les
résultats de Hyperband montrent que AdamW et SGD surpassent largement Adam, comme illustré
a la Figure 4.25. Bien que le meilleur résultat obtenu soit avec AdamW, on constate sur la Figure
4.25 que la concentration de bons résultats est plus importante pour SGD que pour AdamW. Parmi

les 10 meilleurs résultats obtenus, quatre sont avec AdamW et six avec SGD.

La fonction d’activation optimale sélectionnée est GELU. Il est possible de remarquer a la Figure 4.25
que GELU surpasse largement les autres fonctions d’activation. Les quatre meilleurs résultats ont
tous été obtenus avec GELU. En observant les 12 meilleures configurations, seulement Mish
compétitionne avec GELU comme étant les meilleures fonctions d’activation pour P2S. En effet,
parmi ces 12 configurations, GELU est utilisée cing fois comme fonction d’activation et Mish quatre
fois. Les 3 autres configurations utilisent LeakyReLU (2 fois) et ReLU (1 fois). Il semble donc y avoir

un certain consensus sur l'utilisation de GELU pour cette étude.
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La taille de réseau optimale sélectionnée par Hyperband est 1536, ce qui est la plus forte valeur
disponible pour Hyperband. Comme démontré dans [211], I'effet de la taille de I'espace latent est
faible a l'intérieur de la plage de valeur optimale. C’est pourquoi on peut constater a la Figure 4.25
que la distribution des résultats par taille est assez similaire. La taille de 1536 semble étre celle ayant
la plus forte concentration de bons résultats. En effet, dans les cinqg meilleurs résultats obtenus par
Hyperband, deux proviennent d’'une taille de 1536, deux d’une taille de 1024 et un de 512. Le choix

final de taille du réseau est 1536.

Le nombre de points par patch est un hyperparamétre important qui a un effet sur la qualité de la
surface reconstruite, par la quantité d’'information transmise a P2S, et sur le besoin en mémoire et
en calcul. La meilleure configuration trouvée par Hyperband est obtenue a I'aide de 100 points par
patch. Ce résultat permet de réduire le besoin en mémoire et en calcul, ce qui est bénéfique pour le
modele. Il faut toutefois préciser que le deuxiéme et le troisiéme meilleur résultat ont été obtenus
avec 200 points par patch. On remarque a la Figure 4.25 que le nombre de points par patch ne
semble pas avoir un effet trés important sur la valeur de perte minimale. En effet, les distributions
sont trés semblables entre les trois valeurs disponibles. Cela justifie encore une fois de plus
I'utilisation du plus faible nombre de points par patch. Les autres hyperparamétres semblent avoir
davantage d’'impact sur la valeur de la perte. Il faut rappeler que la forme des surfaces reconstruites

est répétitive.

Le nombre de patchs par soudure correspond a la quantité d’information sur la forme globale de la
soudure que P2S obtient afin de reconstruire la surface. Tout comme le nombre de points par patch,
cet hyperparamétre exerce une influence sur la qualité de la surface reconstruite, sur le besoin en
mémoire et sur le besoin en calcul. Il est a noter que cing des six meilleurs résultats ont été obtenus
avec 1500 patchs par soudure. En observant attentivement la Figure 4.25, on remarque que meilleurs
résultats sont tous obtenus avec un nombre de patchs par soudure de 1000 ou 1500. En somme,

cette étude utilise 1500 patchs par soudure.

Les essais de Hyperband ont été réalisés sans faire varier le batch size. Tout comme le modéle de
segmentation multi-objectif, 'exécution de P2S nécessite une grande quantité de mémoire et un
batch size élevé entraine des problémes de mémoire RAM au niveau du GPU utilisé (ayant une
capacité de 11gb). Ainsi, une étude individuelle et approfondie du batch size a été réalisée afin de
trouver la valeur optimale du batch size permettant d’éviter les problémes de mémoire et de
maximiser les performances de P2S. La recherche a permis de trouver que la valeur maximale
pouvant étre utilisée est de 93 patchs par batch, ce qui prend en moyenne 12 minutes pour effectuer
une epoch. Un entrainement, en utilisant ce batch size, a été effectué pour vérifier que les résultats

du modele l'utilisant sont de bonne qualité. Les résultats montrent que ce batch size n’a pas de
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probléme de mémoire et converge bien vers des résultats de bonne qualité (valeur de perte minimale
<0.01).

4.3.2 Entrainement du modéle P2S

P2S a été entrainé sur les 106 modéles GT pour apprendre un prior fort de la forme réelle des
soudures et des défauts. Cet entrainement est illustré a la Figure 4.26. Early stopping avec une
patience de 12 epochs a été utilisé afin de limiter le surapprentissage. |l est possible de constater
que le modéle atteint une valeur de perte minimale de 0,000384 sur I'ensemble de validation a I'epoch
60. L'entrainement a nécessité un total de 72 epochs pour une durée de 835 minutes (13 heures et
55 minutes) sur un ordinateur équipé d’'un GPU Nvidia GeForce RTX 2080.

— ensemble entrainement
—— ensemble validation
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Figure 4.26 : Evolution de la valeur de la perte (ensemble d’entrainement et de validation) au fil des

epochs

Considérant la fonction de perte utilisée par P2S, il est possible de calculer certains indicateurs de
performance intéressants au cours de I'entrainement. |l convient de rappeler que la fonction de perte
utilisée par P2S est une combinaison de la distance ¢,— chanfrein et de I'entropie croisée. La
distance ¢,— chanfrein permet d’évaluer la distance absolue de la fonction de distance signée et
I'entropie croisée binaire est utilisée pour évaluer la classification logit du signe. La fonction de perte
finale est la somme de ces deux distances. Il est donc possible de calculer le score F1 sur la
classification du signe. Le modéle obtient un score F1 de 96,5 %, grace a une précision de 93,3 % et

un rappel de 100 %. Cela correspond a une précision de :
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vp

ficiom — _ _ 0
Précision VPIFP - 2812 93,3 % (4.4)
Le rappel équivaut a :
R l= P _ 28—100(y (4.5)
WP = yprFEN T 287 '

Finalement, le score F1 est calculé ainsi :

2 * précision *rappel 2% 0,933 %1
Score F1 = — = =96,5% (4.6)
précision + rappel 0933 +1

Il est a noter que I'échantillon de validation consiste en 28 scans sur les 106 scans totaux de la base

de données. Il y a eu 28 vrais positifs, 2 faux positif et aucun faux négatif.
4.3.3 Comparaison des techniques de reconstruction de surface

A l'inférence, P2S est appliqué au NP généré a partir des cartes de segmentation. Le Tableau 4.7
montre les résultats comparatifs de I'erreur de reconstruction pour SPR et P2S sur les données de

Ondia. Il est a noter que la distance de chanfrein a été utilisée comme mesure comparative.

Tableau 4.7 : Comparaison quantitative de I'erreur de reconstruction

SPR P2S
Absolue Relative Absolue Relative
Prédictions — Bruit absent 8,28 1,95 4,24 1,00
Prédictions — Bruit faible 8,52 1,48 5,76 1,00
Prédictions — Bruit moyen 8,93 1,55 5,78 1,00
Prédictions — Bruit maximal 9,57 1,55 6,18 1,00
Moyenne 8,81 1,63 5,49 1,00

On constate que P2S surpasse numériquement SPR en utilisant la distance de chanfrein comme
indicateur de performance. P2S est en moyenne 1,63 fois meilleur que SPR. |l faut savoir que P2S,
grace a l'apprentissage d’un prior local, est trés robuste au bruit et aux informations incomplétes. Les
données utilisées pour créer le modéle géométrique provenant de la prédiction du FCN peuvent
difficilement étre considérées de haute qualité, car aucun contrdle n’est effectué avant I'utilisation de
I'algorithme de reconstruction de surface. Etant donné la nature brute des NP générés & partir des
résultats de la segmentation, la qualité de la surface reconstruite par SPR diminue rapidement avec
une augmentation du bruit. L'utilisation d'une méthode de reconstruction de surface robuste est donc

cruciale.
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La Figure 4.27 montre quatre modéles géométriques créés par P2S et SPR ainsi que les modeéles

GT associés. On constate une fois de plus que P2S est plus robuste et plus fidéle a la représentation

de la soudure. SPR semble produire un résultat plus fin, mais peut en revanche produire un résultat

dégénére (par exemple SPR, V).

Ground-truth Weld and defects

=

Figure 4.27 : Modéles géométriques reconstruits par SPR et P2S

Considérant que P2S est entrainé a reconstruire la surface de deux types de soudure, il est possible

de comparer la qualité des surfaces reconstruites afin de savoir si P2S performe mieux avec I'un ou

l'autre des types de soudure ou méme les défauts. Les résultats présentés au Tableau 4.8 montrent

que les surfaces des soudures reconstruites par P2S, autant les soudures en V que double-V, sont

de bonnes qualités. Les erreurs de reconstruction étant trés faible pour les NP obtenus directement

du modéle de segmentation multi-objectif (prédictions sans bruit).

Tableau 4.8 : Comparaison quantitative de I'erreur de reconstruction de P2S

\"/ Double-V Défaut
Prédictions — Bruit absent 1,20 1,54 6,51
Prédictions — Bruit faible 3,50 2,89 6,57
Prédictions — Bruit moyen 3,63 3,00 6,37
Moyenne 2,78 2,48 6,48

Méme lorsque le bruit augmente, la qualité des surfaces reconstruites demeure de bonne qualité par

rapport aux défauts. La reconstruction de la surface des défauts est un défi largement plus difficile

que les soudures. L’erreur moyenne de reconstruction pour les défauts (sans bruit) est de 6,51 et elle
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demeure stable méme si le niveau de bruit augmente. Ce phénoméne est unique aux défauts, ce qui
montre que P2S a davantage de difficulté avec les défauts. Toutefois, la qualité des surfaces
reconstruites par P2S surpasse largement celles de SPR, et ce, méme pour les défauts, comme le

prouve la comparaison de leur moyenne respective au Tableau 4.7.

La Figure 4.28 montre la distribution de la distance de chanfrein de I'échantillon de validation pour
les deux types de soudures et les défauts. On peut remarquer que P2S a plus de facilité a reconstruire
la surface des soudures en V que des soudures en double-V. La plus grande erreur étant limitée a
environ 5 alors que c’est 10 pour la plus grande erreur d’'une soudure en double-V. On remarque
également que la moyenne des distributions des résultats pour les deux types de soudure est faible,
a 1,20 et 1,54, et la variance est assez faible également. En d’autres mots, il y a trés peu de
mauvaises reconstructions (distance de chanfrein> 4). P2S a beaucoup plus de difficulté a
reconstruire la surface des défauts. En effet, la moyenne de la distribution des défauts est de 6,51,
soit environ 4,5 fois supérieures a la reconstruction des deux types de soudures. La distribution des
erreurs de reconstruction des défauts inclut des erreurs allant jusqu’a 35, ce qui est considérable. |
faut toutefois rappeler que les défauts, contrairement aux soudures, ont des formes moins
récurrentes. Cela rend I'apprentissage du prior local beaucoup plus difficile. Pour améliorer la qualité
des surfaces reconstruites par P2S, particulierement au niveau des défauts, I'ajout de données
d’entrainement est nécessaire. L’apprentissage de nouveaux défauts devrait permettre de renforcir

la qualité du prior appris et augmenter la qualité des résultats.

Soudure en V Soudure en double-V Défaut

5 2 10 0 5 10 15 20 F=1 30 k-

3 4 4 3 8
Distance de Chanfrein Distance de Chanfrein Distance de Chanfrein

Figure 4.28 : Distribution des DSC de I'échantillon de validation pour les défauts

Les hyperparameétres exergant une influence (seulement) sur la reconstruction de la surface sont
optimisés pour obtenir le meilleur compromis entre la qualité de la surface et la durée de
reconstruction. Il est important de noter que certains paramétres de P2S permettent de modifier le
résultat visuel. La liste des hyperparamétres exergant une influence sur la qualité de la reconstruction
de la surface inclut la résolution de la grille, le seuil de confiance, les paramétres € et 0. Ces

hyperparamétres ont été optimisés a I'aide de l'algorithme Tree of Parzen Estimators [218]. Un total
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de 10 essais a été réalisé. La solution optimale permet une reconstruction moyenne en seulement

95 secondes avec une distance de chanfrein moyenne de 4,24.

Tableau 4.9 : Optimisation des hyperparamétres de P2S

hyperparamétres Possibilité Résultat optimal
Seuil de confiance 43226 17

€ 3a10 3

o 3a9 3

Résolution de la grille 64, 80, 96, 112, 128 128

Nombre de points 5000, 10 000, 15000, 25000 10000

4.4 Suivi périodique d’une soudure

Tout comme la méthode de détection des ND, I'évaluation de la méthode de reconnaissance des
modeéles géométrique a été réalisée a l'aide de plusieurs expériences. Pour chacune des
expériences, la méme méthodologie est utilisée. La méthode est d'abord appliquée a tous les
modéles géométriques pour créer la base de données. Ensuite, la méthodologie présentée a la
section 3.5 est suivie.

4.41 Etude de cas

La premiére expérience consiste en une étude de cas. Un modéle géométrique a été sélectionné,
car la méme soudure a été scannée a plusieurs reprises sous différentes conditions. Ce modele
géométrique posséde donc plusieurs ANN. Entre autres, la soudure a été scannée des deux cotés
(90° et 270°). Les paramétres d’acquisition de ces scans ont varié entre les acquisitions. L’objectif de
cette expérience est de déterminer si la méthode de recherche des ANN retrouve bien les modéles
géomeétriques des soudures correspondantes et de déterminer quelle mesure de similarité quantifie

bien la ressemblance entre ces modéles géométriques.

Les modéles géométriques ont été échantillonnés afin de créer un NP de taille (4 000, 3). LSH et les
mesures de similarité utilisent ce NP comme intrant. Aucun algorithme de réduction de
dimensionnalité ni de techniques d'échantillonnage n’est utilisé. Il est important de noter que puisqu’il

s’agit de la premiére expérience, la configuration de LSH n’est toujours pas optimisée.

Le résumé des résultats de cette expérience est présenté au Tableau 4.10. On y retrouve les modéles
géomeétriques identifiés par LSH, la distance de chanfrein, de Hausdorff et de Wasserstein, le rang
de ces mesures, lorsque comparé a I'ensemble des modéles géométriques de la base de données
et finalement le rang moyen des trois indicateurs. Le modéle géométrique utilisée comme requéte
est le #37 270°. Comme il est possible de constater a I'aide des mesures de similarité utilisée, les

modéles géométriques identifiés par LSH sont bien des doublons (a I'exception du #38), c’est-a-dire
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que le modéle géométrique a été généré a partir de la méme soudure. Il est a noter que tous les

modéles géométriques trouvés par LSH sont des soudures en V.

Tableau 4.10 : Etude de cas de la soudure #37 270°

ANN Chanfrein Hausdorff Wasserstein Rang (CD, HD, WD) Rang moyen
#38 270° 1,5251 2,8596 0,2084 2 1 1 1,33
#39 270° 1,7490 4,1589 0,4244 10 11 9 10,00
#36 90 ° 1,6113 4,1901 0,3853 6 12 8 8,67
#3790 ° 2,0321 3,3670 0,3834 12 4 6 7,33
#3890 ° 1,5322 3,4748 0,2400 3 5 3 3,67
#3990 ° 1,5098 3,6540 0,2383 1 6 2 3,00
#4190 ° 1,5712 3,9605 0,2669 4 7 4 5,00
#68 1,6021 4,0163 0,3434 5 8 5 6,00

LSH a permis de trouver des modéles géométriques trés similaires comme montré par le rang de
chacun des ANN en fonction des différentes mesures de similarité. En effet, en utilisant la distance
de chanfrein, LSH a trouvé les modéles suivants : les 6 plus proches et 9 des 12 plus proches. Ce
genre de constat est le méme pour les autres mesures de similarité. En somme, seulement un modele
géométrique provenant d’'une soudure différente (#68) se glisse parmi les dix plus proches voisins.
Ce modéle géométrique a un rang moyen de six grace a une distance de chanfrein de 1,6021 (5¢),
une distance de Hausdorff de 4,0163 (8°) et une distance de Wasserstein de 0,3434 (5¢). Au niveau
de la sélection de la mesure de similarité, on peut remarquer que les distances de chanfrein et de
Wasserstein ont des résultats similaires au niveau du rang de chacun des modéles géométriques. La
distance Hausdorff ne semble pas quantifier la similarité entre les modéles géométriques de fagon
aussi précise. En effet, parmi les plus faibles mesures, on ne retrouve pas les modéles géométriques
provenant de la méme soudure, ce qui représente un probléme. Au regard des résultats du Tableau
4.10, la mesure de similarité choisie est chanfrein. Les raisons qui expliquent ce choix sont que la
distance de chanfrein est déja utilisée pour mesurer la qualité de la reconstruction des modéles
géomeétriques et que les résultats montrent que la mesure quantifie bien la similarité entre les modéles

géométriques.

La Figure 4.29 montre le modéle géométrique étudié et les modeles géométriques des fichiers listés
dans le Tableau 4.10 qui ont la plus forte similarité avec le modeéle étudié. A la premiére ligne, il s’agit
du modele étudié (#37 270°) et de deux modéles ayant une forte similarité : #38 270°, #39 90°. La

deuxiéme ligne montre trois autres modéles ayant une forte similarité : #38 90°, #41 90° et #68.

On voit clairement que les fichiers identifiés par LSH sont effectivement des modéles géométriques
similaires, a I'exception du dernier (#68) qui est le seul qui ne provient pas de la méme soudure.
Visuellement, il est difficile de différencier ces modéles géométriques alors que LSH et les mesures
de similarité sont en mesure de le faire efficacement. Le fait d’inclure les défauts au processus de

détection des modéles géométriques permet d’améliorer la qualité des résultats. En effet, les
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soudures, que ce soit en V ou double-V, ont des formes récurrentes. Plusieurs soudures se
ressemblent grandement alors que les défauts ont des formes plus particuliéres. Ces formes

particuliéres permettent a LSH de bien distinguer les soudures entre elles.

#37270° #38 270° #38 90°

Figure 4.29 : Etude de cas de détection des modéles géométriques : le modéle géométrique étudié

et les plus proches voisins
4.4.2 Valeur du seuil de similarité

La deuxiéme expérience consiste a déterminer la valeur de seuil qui permet de qualifier un modéle
géomeétrique de doublon d’'une méme soudure. Pour déterminer ce seuil, un échantillon de 12 scans
provenant tous de la méme soudure a été utilisé comme mesure d’évaluation. L’objectif est de trouver
la valeur pour laquelle un premier modéle géométrique qui provient d’une soudure différente est
rencontré. La Figure 4.30 résume visuellement les résultats de cette expérience. Pour chaque modéle
géomeétrique de I'échantillon, les dix mesures de similarité (distance de chanfrein) les plus faibles
sont ajoutées au graphique. Les points en noir correspondent a des modeéles géométriques provenant
de la méme soudure et les points en rouge représentent le modéle géométrique qui ne provient pas

de la méme soudure ayant obtenu la plus faible mesure de similarité.

Le seuil de similarité optimale consiste au seuil qui permet de distinguer les poids en noir des poids
en rouge. On constate sur la Figure 4.30 que cette valeur est d’environ 1,60 considérant que tous les
points en rouge sont au-dessus de ce seuil et qu’au moins un point noir est en dessous de ce seuil.
Il y a seulement trois exceptions a ce constat. |l s’agit du premier modéle géométrique ou la plus
faible valeur recensée est de 1,77. Dans un cas comme celui-ci, il est considéré qu’il n’y a aucun

modéle géométrique similaire.
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Figure 4.30 : Résumé visuel de I'expérience sur le seuil

44.3 Configuration de LSH

La troisieme expérience consiste a évaluer différentes configurations de LSH afin de trouver la

meilleure configuration. L’objectif est de trouver la configuration offrant le meilleur compromis entre

le nombre de ANN trouvé, la meilleure précision et le plus faible délai d’exécution. Les différents

paramétres modifiés consistent au nombre de projections, au nombre de hash utilisé, la taille des

intrants et les indicateurs de performance sont le nombre de ANN identifié moyen, le délai moyen et

la précision. Les résultats sont présentés au Tableau 4.11.

Tableau 4.11 : Liste des configurations testées et leurs résultats

Config Nombre
projections
30

10

10

20

10

A wN -

de Nombre
de hash
4

NBADNDN

Taille

intrants

4 000
4 000
10 000
10 000
6 000

444 Maximisation des performances

des ANN

Délai
moyen moyen (s)
107 24
10 0,5
10 0,6
80 3,1
10 1,5

Précision
(%)

100

92

42

58

75

Les résultats de la derniére expérience permettent de choisir la meilleure configuration de LSH afin

de maximiser les performances de ce processus. On remarque que les meilleurs résultats sont
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obtenus a I'aide de NP échantillonnés de taille (4000, 3), de 10 projections et de deux engins LSH.
Cette combinaison permet d’obtenir une précision de 92 %, un nombre moyen de ANN de 10, et ce
pour un délai moyen de 0,5 seconde par modéle géométrique. Il est a noter que 'augmentation de la
taille des intrants ne se traduit pas en augmentation des performances, ce qui peut sembler contre-
intuitif. Egalement, 'ajout d’engin LSH se traduit en une trop grande sensibilité, ce qui occasionne
des délais supplémentaires et des calculs inutiles (pour 'implémentation dans le logiciel infonuagique
de Ondia).

4.4.5 Résumé des quatre expériences

Un résumé des expériences est présenté au Tableau 4.12. Il résume les différentes expériences
effectuées afin de montrer I'efficacité de la méthode développée et d’optimiser ses performances
pour la situation a I'étude. Comme les différentes expériences I'ont montré, la méthode de détection
est en mesure de bien retrouver les modéles géométriques similaires (provenant d’'une méme
soudure). Il est a noter que I'ajout des défauts aux intrants de ce processus réduit la complexité du

probléme et permet une reconnaissance des soudures plus facile.

Tableau 4.12 : Résumé des expériences

Expérience | Variables testées Conclusion

1 Efficacité générale de LSH a | LSH est en mesure de retrouver les modéles
I'aide d’une étude de cas géomeétriques similaires

2 Valeur du seuil T 7=1,60

3 Configurations La meilleure configuration est la #2

Il est a noter que le processus développé peut étre automatisé, mais, dans certains cas, un analyste

humain doit intervenir pour modifier une décision considérant la similarité des soudures de méme

type.
4.5 Implantation
451 Exemple d’utilisation

Afin d’illustrer I'utilisation du processus développé dans cette étude, la Figure 4.31 a été développée.
On peut y voir le processus complet de fagon synthétisé. Le processus débute par un scan PAUT 3D
qui est analysé pour détecter des doublons (ED ou ND). Si aucun doublon n’est détecté, le processus
se poursuit par la segmentation de la soudure et des défauts. Ensuite, les cartes de segmentation
produites sont transformées en NP afin de reconstruire la surface de la partie principale de la soudure
et des défauts. Le modéle géométrique créé est ensuite utilisé afin de retrouver s'il a déja été scanné.
Lorsqu’il a déja été scanné, un suivi périodique est effectué grace a une comparaison visuelle des
modéles géométriques.
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On peut voir a la Figure 4.31 des exemples visuels de certains extrants des étapes du processus. Le
premier exemple est l'intrant au processus, c’est-a-dire, un scan PAUT 3D. Le second exemple visuel
est une comparaison entre deux scans. Le scan de gauche (scan 1) est le scan intrant au processus
alors que celui de droite (scan 2) est le plus proche voisin. On retrouve au centre un S-scan de
similarité. On peut voir que bien que ce sont des ANN, ce ne sont pas des ND. Le processus est donc
poursuivi. Le troisieme exemple visuel est le résultat de la segmentation : les différentes parties de
la soudure et les défauts. Le quatrieme exemple est le modéle géométrique issu de la reconstruction
de la soudure et des défauts (a partir de la segmentation). On peut voir qu’il s’agit d’'une soudure en
V et qu'un défaut est présent au milieu du modéle géométrique, un peu au-dessus du centre de la
soudure, probablement dans la ZAT. Le dernier exemple visuel est une comparaison de deux
modéles géométriques. Celui de gauche est le modéle géométrique généré par ce processus alors
que celui de droite est celui du modele géométrique le plus similaire (provenant de la méme soudure).
On peut voir que les deux modéles sont trés similaires. Les deux modéles sont des soudures en V

ayant un défaut sensiblement a la méme position.

L’exécution du processus complet prend moins d’'une minute par scan PAUT 3D (en Python sur
Jupyter Notebook). La détection des doublons prend environ 3 secondes. La segmentation de la
soudure et des défauts prend ensuite environ 10 secondes par scan. L'étape la plus longue est la
reconstruction de la surface qui prend environ 95 secondes par scan. Finalement, le suivi périodique
prend environ 5 secondes. Au total, le processus prend en moyenne 1 minute 53 secondes. |l est a
noter que le délai d’exécution de ce processus pourrait étre optimisé lors de son implémentation dans
le logiciel infonuagique de Ondia. Par exemple, il est possible de paralléliser les calculs effectués a
certaines étapes de ce processus. Une seconde fagon de réduire le délai d’exécution est de faire

appel a des serveurs infonuagique de trés grande capacité.
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Figure 4.31 : Synthése du processus développé dans cette étude
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4.5.2 Implémentation dans un logiciel infonuagique

Dans un avenir rapproché, chaque scan PAUT téléchargé dans le logiciel de détection des défauts
de soudure sera transmis a un processus d'analyse complet qui comprend un contréle qualité des
scans d'entrée (absence de couplant, etc.), la détection des doublons (en cas d'erreurs de
manipulation ou de fraude) [219], détection des défauts de soudure, segmentation de la forme de
soudure, modélisation de la soudure et des défauts et suivi périodique. La plupart des outils utilisent
les derniéres avancées en matiére d’apprentissage profond pour fournir des informations de haute
qualité a leurs utilisateurs. Le logiciel permet une analyse en temps quasi réel des scans de soudure
ultrasonores de partout sur la planéte. La qualité des méthodes d'analyse basées sur 'apprentissage
profond permet de raccourcir le délai entre l'acquisition des données du terrain et la décision de
I'analyste certifié.

Les deux méthodes de détection de doublons sont déja implantées dans le logiciel infonuagique de
Ondia pour permettre la détection des doublons rapidement dans le processus d’analyse de scans
ultrasonores. Chaque scan ultrasonore téléchargé dans le logiciel d’analyse de soudure est ainsi
transmis au service de duplication qui crée un rapport pour tous les fichiers. Les deux processus de
détection des doublons sont activés en paralléle. Lorsqu'un ED est rencontré, le processus d'analyse

est arrété pour ce fichier et l'utilisateur recoit un avertissement.

Le processus de détection des ND crée un rapport qui affiche les cing voisins les plus proches ainsi
que leur score de similarité. Au-dessus du seuil 7, déterminé a l'origine par un analyste certifié de
Ondia (PAUT niveau lll par le Certification Scheme for Weldment Inspection Personnel), le scan
ultrasonore est identifié comme un ND. Dans ce cas, |'utilisateur doit déterminer si le scan réellement
un ND a l'aide des informations fournies dans le rapport. Le seuil T peut étre ajusté par I'utilisateur
pour augmenter la précision et le rappel du processus. La Figure 4.32 montre l'interface du logiciel

infonuagique de Ondia. Le rapport disponible pour chaque projet peut étre vu a gauche.
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Figure 4.32 : Interface du logiciel Ondia : intégration du processus de détection des doublons

La Figure 4.33 montre le rapport de détection des doublons pour un scan ultrasonore choisi au
hasard. Le fichier téléchargé (affiché comme un C-Scan) est le premier scan affiché dans I'image
tandis que les C-Scan suivants sont les plus proches voisins. Le rapport indique le nom des fichiers

ainsi que le score de similarité.
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Figure 4.33 : Rapport de duplication pour un scan ultrasonore choisi aléatoirement

L'outil de segmentation de forme de soudure développé dans cette étude sera implémenté dans le

logiciel infonuagique d’analyse de scans ultrasonores. L’'outil de segmentation s’ajoute a une liste
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d'outils d'analyse déja disponibles tels que la détection des doublons de scans ultrasonores, la

visualisation interactive, la gestion de bases de données et la détection de défauts de soudage.

Le succeés de cette étape se solde par une augmentation considérable de la qualité de I'interprétation
du défaut identifié : position et orientation sur un dessin en 3D et identification de la zone dans
laquelle le défaut se trouve (métal fondu, métal de base, ou a cheval entre les deux). L'intégration de
la géométrie des défauts au dessin 3D de la soudure se fera a I'aide de libraires graphiques identifiées
par Ondia a I'étape précédente. Le dessin final fera éventuellement partie de I'affichage disponible
aux utilisateurs du logiciel de Ondia. Un affichage interactif permettra aux utilisateurs de voir le

modéle géométrique sous tous ces angles.

L’outil de suivi périodique sera également implémenté dans le logiciel d’analyse de Ondia. Lorsqu’un
modéle géométrique sera trouvé, une comparaison visuelle sera effectuée afin de visualiser les
différences entre les deux modéles. De l'information sur les deux acquisitions de données sera
également affichée afin de connaitre la durée de vie utile entre les deux scans et connaitre les autres
raisons qui pourraient avoir occasionné des différences, comme certains paramétres du PAUT. Une
échelle de couleur mettant 'accent sur la différence entre les deux modéles géométriques pourrait
également étre utilisée. Cela permettrait de voir rapidement les différences entre les deux modeles

sans avoir a les chercher.

Il est important de souligner que 'ensemble des étapes du processus d’analyse développé dans cette
recherche sont automatisés et ne requiert aucune interaction avec les utilisateurs. L’utilisateur n’a
besoin que de soumettre un ou des fichiers a analyser et le processus s’exécutera de la détection

des doublons jusqu’au suivi périodique.
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5 CONCLUSION

5.1 Retour sur les objectifs et contributions scientifiques de la thése

Cette recherche avait pour objectif de développer des méthodes d’lA afin de valider I'authenticité des
données ultrasonores de soudure, de segmenter les données appartenant a la soudure, de visualiser
la soudure en tant qu’un objet en trois dimensions et de permettre un suivi périodique d’'une méme
soudure. Pour y arriver, une revue de littérature orientée vers les objectifs spécifiques a été
présentée. Il semble qu’il n’existe aucun exemple dans la littérature ayant répondu directement a I'un
ou l'autre des quatre objectifs spécifiques. Cette recherche a donc adapté des méthodes utilisées
dans d’autres contextes et domaines afin de parvenir a résoudre la problématique spécifique a
'origine de cette étude. Les résultats permettent de limiter le recours aux méthodes traditionnelles
de classification automatique des défauts grace au déploiement des nouvelles méthodes
développées dans cette recherche dans un logiciel commercial d’analyse des scans PAUT 3D. Cela
devrait permettre de mettre en ceuvre rapidement les avancées de cette étude pour des applications

industrielles réelles.

Cette recherche explique d’abord I'importance de trouver les doublons dans le domaine des END.
Considérant I'importance des soudures dans les structures, I'absence d'analyse représente un risque
sur la sécurité, 'économie et I'environnement de grande ampleur pour les utilisateurs et pour la
société elle-méme. Il est donc nécessaire de disposer d'une méthode de détection des doublons
robuste et efficace. Un processus efficace visant a détecter tous les types de doublons provenant de
scans ultrasonores a été développé. Les méthodes utilisées dans la littérature pour détecter les
doublons ont été examinées. Quatre expériences ont été congues pour déterminer les configurations
optimales pour la détection des ND et évaluer sa capacité de détection. Les résultats démontrent
I'efficacité des méthodes de détection des doublons en I'appliquant a une base de données privée
de scans ultrasonores 3D. Les résultats montrent que les deux méthodes sont robustes, efficaces et
peuvent étre appliquées a un trés grand ensemble de données avec une excellente efficacité
algorithmique. Le colt de calcul est minime, méme avec un ensemble de données de centaines de
scans ultrasonores. En effet, tous les doublons ajoutés intentionnellement a la base de données ont
été détectés et identifieés correctement, qu'ils soient ED ou ND. Ces méthodes ont été ajoutées au
logiciel en ligne de Ondia, permettant la détection des doublons rapidement dans le processus
d’analyse. Le principal défi derriére cette contribution était de trouver le compromis entre la précision
de détection (les scans PAUT sont trés similaires) et I'efficacité de calcul, étant donné la trés grande

quantité de scans analysés par le service infonuagique de Ondia.
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Cette recherche présente ensuite une nouvelle approche d'analyse des soudures a partir des
données issues I’END. Le modele sélectionné est un FCN qui effectue la segmentation unifiée des
parties principales des soudures et des défauts pour ensuite en créer une représentation 3D fidéle.
Le modele prédit I'appartenance de tous les voxels aux différentes parties de la soudure et des
défauts, permettant une classification et une représentation précise de la forme de la soudure et des
défauts. Le modéle de segmentation atteint une précision de 97,7 % au niveau des voxels et un DSC
de 90,47 % sur lI'ensemble de données de test. Il faut préciser qu’il s’agit de 'une des premiéres
études a effectuer la segmentation de la soudure et des défauts a partir de données ultrasonores 3D.
Bien que I'ensemble de données ne comprenne que deux types de soudures, le modéle réussit a
atteindre des performances intéressantes. Les résultats montrent que le modéle est capable de
détecter les soudures dans les données ultrasonores tirées de données réelles. Le modéle proposé
permet d'identifier les parties importantes de la soudure, comme la forme principale de la soudure (V
ou double-V), le matériel de base et méme la ZAT. La segmentation de la forme de la soudure est
une innovation importante pour I'amélioration de la qualité des analyses des soudures. En effet,
puisque limportance d’'un défaut est largement influencée par son contexte géométrique, le
processus proposé ouvre de nouvelles perspectives dans l'analyse des scans ultrasonores pour
I'industrie END. Il est important de rappeler que le modele FCN a été entrainé a partir d'un nombre
tres limité de données, soit seulement 106 scans PAUT 3D, ce qui affecte ses performances et sa
robustesse. Une augmentation du nombre d'échantillons générerait trés probablement des résultats
améliorés. L'apprentissage d'un modéle 3D implique beaucoup plus de paramétres qu'un modéle 2D,

ce qui nécessite un plus grand ensemble de données d'échantillons d'apprentissage [48].

Les cartes de segmentation produites sont ensuite transformées en nuage de points dans le but de
créer un modéle géométrique de la soudure et des défauts. Un modéle de reconstruction de surface
basé sur I'apprentissage d’'un prior a été sélectionné. Ce modéle offre, a la fois, de bonnes
performances de reconstruction et une bonne performance algorithmique, permettant la
reconstruction d’'une soudure et d’'un défaut en environ 95 secondes. L’'un des grands avantages de
P2S est qu'il est robuste au bruit. Il reconstruit des surfaces de qualité, et ce méme si le nuage de
points intrant est bruité. Le modéle atteint une erreur de reconstruction moyenne de seulement 4,24
en utilisant la distance de chanfrein alors que I'erreur de reconstruction est 1,95 fois plus importante
lorsqu’on compare avec la reconstruction de surface par SPR. En plus, P2S souffre moins de la
dégradation de la qualité des NP intrants que SPR. P2S surpasse SPR dans toutes les conditions,
justifiant ainsi son utilisant dans cette étude. En somme, cette étude introduit une nouvelle
représentation de la soudure grace au processus de reconstruction de la surface des soudures et
des deéfauts. Il est alors possible de visualiser la soudure et les défauts en 3D. L’ajout d'un tel outil

de visualisation amene de nouvelles informations trés importantes aux analyses. En particulier, il est
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dorénavant possible de visualiser les défauts, de connaitre leur forme précise, leur taille précise et

leur localisation par rapport a la soudure.

La derniére contribution de cette recherche est I'ajout d’'une méthode capable de retrouver une
soudure déja scannée afin d’en faire un suivi périodique. La méthode permet de retrouver les
modéles géométriques déja scannés a partir de la méthode LSH utilisée dans la détection des
doublons. Le processus est cependant modifié afin de pouvoir prendre les modéles géométriques
en intrant. Pour ce faire, les surfaces sont échantillonnées afin de récolter 4000 points. Le processus
est en mesure de retrouver les soudures déja scannées de fagon précise et efficace, permettant ainsi
son intégration dans le logiciel infonuagique de Ondia. Cela permet de faire une comparaison visuelle
des soudures a différentes étapes de leur vie utile. Il est alors possible de constater la dégradation
(ou la détérioration) d’'une soudure ou d’un défaut entre deux scans. Un suivi périodique d’'une
soudure est également possible, afin de s’assurer qu’un défaut, par exemple, n’occasionne aucun
risque pour la structure. Il est a noter que ce genre de suivi périodique est tres difficile a faire sans
modéle géométrique ou outil de comparaison. En effet, isoler les éléments importants d’'une soudure
devient pratiquement impossible si on considére la variation des parameétres d’acquisition et les

différences entre les scans manuels.

Le processus complet développé dans cette étude peut étre entierement intégré dans le logiciel
infonuagique de Ondia. Chacune des méthodes développées a été optimisée afin d’offrir les
meilleures performances, la meilleure efficacité algorithmique et le plus faible délai d’exécution.
L’exécution du processus complet ne prend qu’une minute, ce qui fait que son intégration dans le
logiciel devrait se solder en un processus d’analyse rapide et efficace, permettant entre autres de
réduire le délai entre I'acquisition des scans et le diagnostic par I'analyste certifié. La détection des

doublons a déja été intégrée au logiciel de Ondia et les autres aspects le seront prochainement.

5.2 Limitations et perspectives

La principale limite de la méthode de détection des ND est que l'algorithme de recherche des plus
proches voisins utilisé pour identifier les ND implique le choix de différents paramétres (LSH, nombre
de projections, seuil) pour optimiser la précision de la méthode de détection. Les paramétres ont été
sélectionnés en fonction des données actuelles. Ces parameétres doivent étre réévalués lors de I'ajout
d’autres fichiers. Pour ce faire, il implique de refaire les expériences réalisées dans cette étude. Par
conséquent, la méthode de détection peut étre basée sur des paramétres sous-optimaux si les mises
a jour des parameétres ne sont pas effectuées assez fréquemment. Puisqu’il s’agit de la méme
méthode utilisée (LSH), le méme constat est valide pour la méthode permettant de retrouver les

modéles géométriques pour effectuer un suivi périodique. Il est nécessaire de réviser les différents
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paramétres choisis périodiquement ou lors de I'ajout de quantité importante de données afin de

s’assurer de l'efficacité de la technique.

Une perspective d’amélioration du processus de détection des ND est [l'utilisation d’une
représentation encodée du scan PAUT pour réduire I'utilisation de la mémoire et la puissance de
calcul nécessaire tout en maintenant I'efficacité de la méthode de détection des ND a un niveau élevé.
Un auto-encodeur pourrait étre utilisé pour comprimer les scans originaux en une taille compacte,
mais représentative, ce qui pourrait contribuer a améliorer la robustesse de cette méthode. Une autre
amélioration des méthodes de détection des doublons serait d'utiliser le modele géométrique 3D de
la soudure et des défauts comme intrant au lieu d'un scan ultrasonore 3D. Cela permettrait un
processus plus robuste et plus précis puisque les informations fournies a I'algorithme de recherche
des plus proches voisins représenteraient uniquement la soudure sans l'impact du processus
d'acquisition des données ultrasonores qui inclut inévitablement I'impact des choix des paramétres

(valeur du gain, nombre de samples, filtre, etc.) et le plan de numérisation.

Les principales limitations du processus de segmentation et de reconstruction de surface sont liées
a la distribution des données utilisées. En effet, le modéle de segmentation ne peut segmenter que
des données similaires a celles qui ont été utilisées pour I'entrainement. Ainsi, le modéle n’est en
mesure de segmenter que des soudures en V et double-V et les défauts répertoriés. Il faut aussi
préciser que le modéle performe bien seulement pour des scans de tailles similaires a celles utilisées.
Ainsi, les scans ayant un nombre de frames de plus de 500, ayant plus de 32 beams ou plus de
640 samples sont susceptibles de ne pas produire de bonnes prédictions. Le méme constat est aussi
valide pour le modéle de reconstruction de surface, qui a appris a reconstruire la surface de soudures
en V et double-V exclusivement. Le modéle bénéficierait d’'un entrainement avec davantage de
variabilité dans les scans. Dans un avenir proche, les processus de segmentation et de reconstruction
de surface seront appliqués a davantage de types de soudure. Des scans de différentes tailles
devraient également étre ajoutés a la base de données. Cela devrait augmenter, a la fois, les
performances du modéle et sa capacité de généralisation. Il faut aussi préciser que le processus de
segmentation est limité par la mémoire disponible au niveau du GPU. Il est alors nécessaire de
réduire la taille des scans avant de les transmettre au modele, ce qui peut occasionner une perte de
précision, et ce méme si les données sont retransformées dans leur format original. Des solutions
pour réduire cette limitation sont déja envisagées. Il est également important de souligner
limportance de rester a I'affut des nouvelles percées du domaine de I'lA. En effet, les nouvelles
avancées sont fréquentes et régulierement de nouveaux modeles deviennent une nouvelle référence
de performances (efficacité, vitesse d’exécution, taille du modéle) en surpassant les modeles
précédents. Cette veille technologique pourrait permettre de rapidement améliorer les performances
de cette étude. Il est a noter que lors de I'ajout de données massives (ou sur une base périodique),

il peut étre nécessaire de revoir le choix des hyperparamétres des modéles de segmentation et de
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reconstruction de la surface afin de s’assurer que les hyperparamétres utilisés sont toujours les

hyperparamétres optimaux.

Une des perspectives intéressantes concernant la reconstruction de surface est I'utilisation d'un
modéle qui soit en mesure de produire directement un modéle géométrique 3D, un maillage de
surface, & partir d’'un scan PAUT 3D. A I'heure actuelle, il ne semble pas y avoir de modéle capable

d’exécuter cette tache efficacement.

Une perspective trés intéressante afin de raffiner davantage le processus d’analyse des soudures
est I'ajout d’'une méthode qui utiliserait le modéle géométrique généré pour effectuer une analyse
d’éléments finis. Cela permettrait de prédire le comportement de la soudure selon les charges dans
son milieu environnant. L'analyse des éléments finis est une méthode qui permet de comprendre le
comportement physique de structures complexes, de prédire leurs performances et leurs
comportements, de prédire leurs marges de sécurité et d’identifier leurs faiblesses. En utilisant
'analyse des éléments finis, on mettrait a profit toutes les informations générées dans le processus
complet afin de vraiment connaitre la criticité de certains défauts. La mise en place de cette analyse
demande toutefois la modification du modele géométrique. Le choix d’'une méthode de reconstruction
de surface a été fait, car le modéle géométrique générée actuellement n’est utilisé que pour
représenter visuellement la soudure et les défauts. Pour faire I'analyse des éléments finis, il serait
toutefois nécessaire d’avoir un maillage tétraédrique. Pour passer du modele géométrique actuel a
un maillage tétraédrique, il faudrait plutét modifier le modéle actuel a l'aide d’algorithmes

d’optimisation de maillage.

Une amélioration qui pourrait étre apportée aux processus d’analyse utilisant 'un des différents
modéles d’IA est |a caractérisation de la distribution probabiliste des données ultrasonores. A chaque
nouvel ajout de données, il est important de vérifier a 'aide d’outils statistiques, comme un test-t ou
une analyse de la variance (ANOVA), que les distributions des données ultrasonores demeurent les
mémes. Lorsque les distributions des données changent, il est nécessaire de procéder a un
réentrainement des différents modéles d’lA afin de s’assurer qu’ils possédent une capacité de

prédiction en concordance avec les données a prédire.

Afin d’augmenter la taille de la base de données utilisée pour entrainer les différents modeles d’lA, il
serait possible de faire appel aux modéles génératifs (Generative Adversarial Networks). Ce type de
modéle est en mesure de créer de nouvelles images de haute qualité qui appartiennent a la méme
distribution probabiliste. Toutefois, I'utilisation avec succés des modéles génératifs pour générer des
images ultrasonores est trés récente, ce qui est notamment di par la complexité des signaux

ultrasonores [220].
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6 ANNEXE 1: PARAMETRES IMPORTANTS DES RESEAUX DE NEURONES

6.1 Fonction d’activation

Les fonctions d’activation ont un grand impact sur les performances d’'un RDN. En effet, certaines
fonctions d’activation ont tendance a accentuer la présence de problémes tels que le vanishing
gradient alors que d’autres fonctions permettent d’éviter ce probléme. C’est le cas notamment de
RelLU qui transforme les valeurs négatives en valeur nulle [201]. ReLU est d’ailleurs I'une des
fonctions d’activation les plus utilisées. Or, il existe plusieurs fonctions d’activations développées plus
récemment qui sont potentiellement plus performantes. La Figure 6.1 illustre quelques fonctions
d’activation : sigmoide, TanH, ReLU, LeakyRelLU, Maxout et Elu.

Sigmoid | Leaky ReLU

o(z) = = max(0.1z, x)

tanh

Maxout J
tanh(m) r1'1;1x['u,'f T + by, fu,rj x + by)
RelLU ELU
max/(0, z) x >0

. : ale* —1) =<0

Figure 6.1 : Exemples visuels de quelques fonctions d'activation

Il est possible de constater que sigmoide et TanH saturent a 1 alors que les fonctions d’activations
de la famille de RelLU traite les valeurs négatives différemment des valeurs positives. Il existe une
multitude de fonctions d’activations de la famille de ReLU : ELU, LeakyRelL U, PReLU, SelLU et bien
d’autres. Malgré leurs ressemblances, ces fonctions peuvent faire varier grandement les
performances d’'un modele. Par exemple, LeakyRelL U permet a une petite quantité d'informations du
gradient de circuler lorsque la valeur de lintrant est négative. LeakyRelLU a été introduit pour
empécher ReLU de créer des neurones morts, c'est-a-dire qu’elles sont bloquées a toujours produire
zéro. Au contraire, ELU contient un régime de saturation négatif pour contréler la variance propagée.
Ces deux fonctions d'activation trés différentes ont des propriétés apparemment contradictoires.

Pourtant, chacune s'est avérée plus efficace que ReLU dans diverses taches.

L’'importance du choix de fonction d’activation a été démontrée dans [201, 221]. Il a été démontré

que le choix de la fonction d’activation a un effet significatif sur la performance du RDN. En effet,



simplement remplacer ReLU par Swish a permis d’améliorer les performances (classification top-1)
par 0,90 % sur ImageNet. La Figure 6.2 illustre bien la différence de performance qu’occasionne le

choix des fonctions d’activation.
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Figure 6.2 : Différentes fonctions d'activation et leur performance sur CIFAR10, tiré de [221]

GELU (Gaussian Error Linear Units) correspond a x®(x) ou ®(x) est la fonction standard gaussienne
cumulative [222]. GELU pondére les entrées par leur percentile et non par leur signe, comme dans
ReLU. Ceci engendre une non-linéarité bénéfique. Son comportement est similaire a ReLU, comme

on peut constater a la Figure 6.3, en étant plus lisse.

31 — GELU
ReLU
—— ELU
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Figure 6.3 : GELU, ReLU et ELU, tiré de [222]

Les différences notables entre GELU et les autres sont que GELU est non-convexe, non monotone
et non linéaire dans la partie positive. GELU présente des courbes en tout point. Cet avantage permet
a GELU de mieux approximer des fonctions difficiles que ReLU ou ELU. En se basant sur diverses
bases de données (MNIST, cifar-10), GELU performe mieux que ReLU et ELU dans les taches de

vision par ordinateur [222].
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Néanmoins, il ne semble pas avoir de consensus dans la littérature a savoir quelle fonction
d’activation est la meilleure, bien que ReLU soit actuellement considérée comme la fonction
d’activation la plus performante et donc, la plus utilisée [201, 223]. Le choix optimal de la fonction
d’activation semble grandement dépendre de la situation (modeéle, objectif, données). Les
performances des nouvelles fonctions d’activation étant inconsistantes et dépendantes de la tache.
Il existe des interactions complexes entre une fonction d'activation et d'autres choix de conception
de RDN, ce qui ajoute a la difficulté de sélectionner une fonction d'activation appropriée pour une

tache donnée.

6.2 Méthode de régularisation

La régularisation est essentielle au bon fonctionnement des RDN profonds [224]. Plusieurs méthodes
ont été proposeées : dropout, normalisation (batch, couche, groupe, instance), early stopping et weight
decay. Ces techniques ont pour principal objectif de limiter le surapprentissage. Parmi la liste, dropout
est 'une des techniques les plus utilisées, simples et efficaces. Pendant I'entrainement, les couches
dropout sont désactivées de maniére aléatoire, selon une probabilité choisie, ce qui évite au réseau
de concentrer les poids sur un nombre de neurones limité. En général, I'ajout de couche dropout a
un effet bénéfique sur les performances des RDN [22]. L’efficacité a été démontrée a plusieurs
occasions [225]. Or, il ne semble pas y avoir de consensus sur la valeur a choisir. || est généralement
convenu qu’une valeur de 0,5 offre les meilleurs résultats. Il est donc nécessaire de déterminer quelle

valeur permet d’optimiser les performances pour la situation a I'étude.

Il existe plusieurs types de normalisation a I'intérieur de RDN : batch, instance, couche, groupe pour
ne nommer que les principales. La normalisation a pour objectif d’aider I'entrainement de modéle en
résolvant le probléme de décalage interne de la covariance [205]. Ce probléme survient quand la
distribution des entrées de chaque couche change pendant I'’entrainement, au fur et 8 mesure que
les paramétres des couches précédentes changent. L'une des solutions a ce probléme est la

normalisation par batch (BN) de la préactivation, ce qui va comme suit :

x — uB
oB

BN(x) =y +B (6.1)
uB et oB sont la moyenne et I'écart-type de la batch alors que y et § sont des paramétres appris. Les
statistiques sont calculées pour chaque batch, canaux par canaux. Les études ont démontré que
I'utilisation de la normalisation par batch permet d’accélérer I'entrainement des RDN. En revanche,
lorsque le batch size est faible, 'utilisation de la normalisation par batch ne semble pas améliorer
significativement les performances. Egalement, il existe une différence dans la fagon de calculer la

normalisation entre I'’entrainement et I'inférence, ce qui peut occasionner des différences dans les
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performances. En effet, a I'inférence, la normalisation par batch est calculée sur 'ensemble des

données grace a une moyenne et un écart-type mobile.

Une amélioration a la normalisation par batch, appelée Batch ReNormalization, est proposée [226].
La Batch ReNormalization introduit deux nouveaux parameétres r et d permettant de contréler la

moyenne et I'écart-type, ce qui a pour effet de réduire la différence importante quand le batch size

est faible.
o —_
= i d= Up — U
o o
x —uB
BR(x) = r+d (6.2)
oB

Bien que la normalisation par batch soit couramment utilisée en apprentissage profond, il ne semble
pas y avoir de consensus sur I'utilité de celle-ci. Il semble y avoir une certaine controverse sur ce que
celle-ci (ou la Batch ReNormalization) résout réellement [204]. En comparant trois modeles (un sans
la normalisation par batch, un avec normalisation et un avec normalisation bruitée), I'étude montre
qu’il n’y a pas vraiment différence de performance. L'étude démontre toutefois que la normalisation
par batch permet de raffiner la valeur de la perte et par conséquent le gradient. Finalement, les
auteurs de cette étude démontrent que I'utilisation de régularisation [,, [, ou [, permet d’obtenir des

résultats similaires. La Figure 6.4 illustre bien ce phénoméne.

10!
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Standard + BatchNorm
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Figure 6.4 : Valeurs de perte avec ou sans la normalisation par batch, tiré de [204]

La normalisation par couche (layer normalization) normalise chaque intrant d'une batch
indépendamment en utilisant tous les canaux [227]. Le but est d’avoir les mémes performances, que
le batch size soit faible ou important. Chaque canaux et chaque batch sont normalisés
indépendamment [228]. Le but est de normaliser le contraste de l'intrant. Les auteurs considérent
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que le contraste des intrants est d’'une importance capitale pour les performances du RDN. La
normalisation par groupe normalise chaque intrant d’'une batch indépendamment [206]. Ainsi, le
modéle est indépendant du batch size. Selon les auteurs, les filtres de convolutions ont tendance a
se regrouper par tdche similaire. Cette technique normalise les canaux par groupe défini
arbitrairement. Chaque filtre d’'un méme groupe devrait se spécialiser dans la méme tache. La Figure
6.5 illustre plusieurs types de normalisation : batch, couche, instance et groupe. Chaque sous-
graphique montre un tenseur de feature map, avec N comme axe du batch size, C comme axe des
canaux et (H, W) comme axes spatiaux. Les pixels en bleu sont normalisés par la méme moyenne

et variance, calculée en agrégeant les valeurs de ces pixels.

Batch Norm Layer Norm Instance Norm Group Norm

Figure 6.5 : lllustration des différents types de normalisation pour un exemple en 2D, tiré de [206]

La normalisation par batch est la technique de normalisation la plus utilisée et celle considérée
comme étant la plus performante. Or, considérant le faible batch size utilisé dans cette étude, ce type
de normalisation risque de ne pas étre efficace. Il est donc nécessaire de tester d’autres techniques

de normalisation.

Une étude empirigue compare lefficacité de deux techniques de régularisation : dropout et la
normalisation par batch [203]. L’étude utilise deux bases de données connues, MNIST et Cifar10,
pour comparer I'efficacité de différents modéles utilisant différentes combinaisons de paramétres des
deux techniques. Les criteres de performance considérés sont la durée d’entrainement, la précision
de classification et le nombre de paramétres. Les conclusions de cette étude sont nombreuses et
partagées. L'utilisation de dropout et de la normalisation par batch augmentent la durée
d’entrainement, en particulier la normalisation par batch. Par exemple, la prédiction avec la
normalisation par batch est 30 % plus longue et demande plus d’énergie. Son utilisation permet
toutefois d’augmenter la précision sans avoir d’effets secondaires. L’ajout de dropout a I'effet inverse.
Dans cette étude, il a été observé que dropout réduit la précision des modéles I'utilisant. Cette
conclusion entre en conflit avec le résultat de plusieurs études. Il est donc suggéré de tester I'effet
de dropout sur les performances des CNNs avant de I'adopter. En somme, ['utilisation de ces

techniques de régularisation est recommandée pour les CNNs, mais demande de faire des

137



expériences pour fixer les meilleures conditions d’utilisation. La normalisation par batch est préférée

a dropout.

Weight decay ou la régularisation [, est une technique de régularisation qui pénalise le modéle
lorsqu’il gagne en complexité [1, 229]. En pratique, weight decay est un terme, d’une valeur faible,
qui est multiplié aux poids des parameétres puis additionner a la valeur de la fonction de perte comme

Ceci :

AZ w? (6.3)

Ou w; est le i® poids dans le réseau et A est un coefficient positif qui donne plus ou moins d’importance
ala pénalité. La valeur de ce terme varie et il ne semble pas y avoir de valeur optimale. Weight decay

est donc ajouté a Hyperband afin de trouver la valeur optimale de A.

L'utilisation de early stopping permet d’éviter le surapprentissage en terminant I'entrainement lorsque
le modéle cesse d’apprendre, pour un nombre d’epochs définies [230]. Cela permet également de

réduire la durée de I'entrainement.
6.3 Taux d’apprentissage

Le learning rate (LR), taux d’apprentissage, indique a I'optimiseur quelle distance déplacer les poids
dans la direction opposée au gradient pour une mini-batch. Si le LR est faible, alors I'apprentissage
est plus fiable, mais I'optimisation prendra beaucoup de temps, car les étapes vers I'optimum local
de la fonction de perte sont plus faibles [1]. Si le LR est élevé, alors I'entrainement peut ne pas
converger. Les changements de poids peuvent étre si importants que l'optimiseur ne réussit pas a

trouver I'optimum local.

En régle générale, I'entrainement débute avec un LR plus important, considérant que les poids
initiaux sont loin de l'optimalité, et la valeur du LR diminue au cours de I'entrainement afin de
permettre un ajustement plus précis des poids. Il existe des méthodes qui ajustent la valeur du LR
au cours de I'entrainement, ce qui permet d’améliorer les performances des modéles. Ces techniques
incluent notamment CosineAnnealingL R, CyclicLR, ReduceLRonPlateau et StepDecay. Elles tentent
d’optimiser le probleme de sélection du LR. CyclicLR propose une toute nouvelle fagon d'utiliser le
LR au cours de I'entrainement [231]. CyclicLR est illustré a la Figure 6.6. On y voit bien que la valeur
du LR est cyclique. Le cycle de 100 epochs comprend deux zones en forme de V ou le LR croit
jusqu’a atteindre la valeur maximale et ensuite descend pour atteindre la valeur minimale. Bien que

le fonctionnement de CyclicLR semble étre contre-intuitif, son efficacité a été prouvée en améliorant
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les performances des RDN [l'utilisant. Il est également possible de créer des cycles décroissants.
CosineAnnealingLR est similaire a CyclicLR.
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Figure 6.6 : Taux d'apprentissage de CyclicLR : Triangular et Triangular2, tiré de [231]

Reducel RonPlateau réduit la valeur du LR lorsque le modele cesse d’apprendre pour une période
prédéfinie. Il s’agit d’'une technique utile qui permet de réduire la difficulté de la recherche du bon LR.

StepDecay réduit le LR graduellement en suivant une planification prédéterminée.

Il est a noter que chaque méthode posséde a son tour une sous-catégorie d’ hyperparamétres a
optimiser pour obtenir des résultats optimaux tels que la durée des cycles, la patience (nombre

d’itérations sans optimisation), la valeur maximale et minimale du LR, et bien d’autres.

Une étude ayant pour objectif de démystifier les bonnes pratiques du LR pour obtenir des résultats
de haute précision a évalué plusieurs scénarios afin de trouver la procédure a suivre pour choisir le
LR [232]. Les résultats montrent que le choix du LR dépend de 'ensemble de données et du modele

a entrainer. Il n’existe pas de valeur universellement meilleure.
6.4 Fonction d’optimisation

La fonction d’optimisation a un grand impact sur les résultats. Plusieurs études ont tenté de
développer la meilleure fonction d’optimisation permettant d’atteindre les résultats optimaux [233,
234]. Les fonctions d’optimisation ont pour objectif de trouver un minimum local dans une fonction
différentiable. Elles sont utilisées pour réduire la valeur de la perte et mettre a jour les poids dans la
rétropropagation. La mise a jour des poids W, par les fonctions d’optimisation correspond a ceci :

(6.4)

O0Erreur
Wipr = W — a( )

aw,
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Ouaestle LR et W,,, estles poids apres I'ajustement. Il s’avére que les fonctions d’optimisation ne
sont pas toutes équivalentes. Stochastic Gradient Descent (SGD) est I'une des fonctions
d’optimisation la plus simple utilisée en IA [235]. SGD ne nécessite pas beaucoup de mémoire et est
rapide. Toutefois, SGD met les poids a jour trés régulierement, ce qui peut entrainer des oscillations

dans les résultats. La régle de mise a jour des parameétres 6 a I'aide de SGD (H,, n,) est la suivante :

Or41 = 0, — 1 V4(0,) (6.5)

Ou H, correspond a I'historique au temps t, £ représente la fonction de perte calculée sur 'ensemble
des données a l'aide d’'un RDN et 5, est le LR au moment t. SGD avec Momentum a pour objectif
d’accélérer la convergence vers le minimum local [236]. Ceci est réalisé en combinant linéairement
la direction du gradient avec une constante multiplication de la mise a jour précédente des

parameétres. La regle de mise a jour de SGD avec Momentum(H,,n.,y) est:

UO = 0
Upp1 = YU, + VE(0,)
Orr1 = 0 — NeVpsq (6.6)

Ou y est un hyperparamétre du momentum. Adaptative Gradient (Adagrad) est une modification de
SGD permettant de réduire le LR au fil des itérations [237]. Cela a pour effet de réduire I'impact des

changements de poids au fil du temps, ce qui peut aider a converger vers un minimum local.
1 n
=1 ,0,510.0)
i=1

t
Gy = Z 9:97
=1

n
Opp1 =0 ————="0¢ (6.7)

Vel + diag(Gy)
Ou n est le LR initial et € est une petite valeur permettant d’éviter la division par zéro. Le succés de
cet algorithme repose sur la matrice G, qui représente la somme du produit extérieur des gradients

jusqu’au temps t. Root Mean Square Propagation est une amélioration de Adaptative Gradient [238].

La regle de mise a jour de RMSProp(H,n:, v, p, €) est:

vy =1, my=0
Vepr = pve + (1 = p)V £(6,)?
UG
Meyy = ymy + ————=V4(6,)
i VUts1 T €
Otr1 = 0r — Myyq (6.8)
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Ces deux méthodes utilisent une moyenne mobile pondérée pour déterminer le LR au temps t pour
chaque itération. lls incluent un hyperparamétre gamma, généralement établis a 0,95. Adaptive
Gradient Methods (Adam) est la fonction la plus utilisée [239]. Elle combine Root Mean Square
Propagation et SGD avec Momentum ensemble. Adam posséde plusieurs avantages comme un
besoin faible en mémaoire, une forte efficacité algorithmique et offre de bonnes performances lorsqu’il
est utilisé avec de larges ensembles de données. La mise a jour de Adam(H;, a;, B;,pB-,€) est la

suivante :

my = O, Vo = 0
Mepr = fime + (1 — B)VE(O,)
Ves1 = Bove + (1 = B)VE(6,)?

_ pt+l
b, P2
t+1 t+1

1- 1

Meyq

———=bt1
VVer1 TE

Or11 =6 —a; (6.9)

Les valeurs par défaut de B;, B, et € sont respectivement de 0,9, 0,999 et 10E-8. Nadam correspond
a la combinaison de Adam et Nesterov [240]. La régle de mise a jour des parameétres 6 de

NAdam(H,, a;, By, B2, €) se définit comme suit :

mo = O, vo = 0
Meyq = Prme + (1 — B)VE(B,)
V1 = B + (1 = B)VE(6,)?

— i+l
1 2

bt+1 t+1
1- 1

Bimeyq + (1 — B)VE(BY)

VVt+1 T €

Otr1 = 0 — a; bey1 (6.10)

AdamW est une variation de Adam qui a une implémentation améliorée de weight decay [241].

AdamW posséde une meilleure capacité de généralisation que Adam.

Des études empiriques ont tenté de comprendre les relations complexes qui existent entre les
fonctions d’optimisations et les résultats subséquents [234]. Cette recherche empirique a comparé
les principales fonctions d’optimisation (Adam, AdamW, NAdam, Momentum, Nesterov, Root Mean
Square Propagation et SGD) sur des taches de classification d'image. Les résultats indiquent que
Root Mean Square Propagation, Adam et NAdam surpassent SGD, Nesterov et Momentum dans la
plupart des situations testées. Il s’avere toutefois qu’il n’existe pas de fonction d’optimisation optimale
pour chacune des catégories de test [233]. En somme, il est nécessaire de bien choisir la fonction
d’optimisation et d’optimiser ses hyperparametres (LR, y, B;, B, et autres) afin de se rapprocher du

minimum local.
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6.5 Fonction de perte

La fagon d’évaluer l'apprentissage du modéle a un impact considérable sur la qualité d’un
entrainement [242, 243]. |l existe des fonctions de perte spécifique pour chacune des taches reliées
a la vision par ordinateur : régression, classification, détection et segmentation. Au niveau de la
segmentation sémantique, il y a différents types de fonctions de pertes : basée sur la distribution, sur
la région, sur les frontiéres et composée. La Figure 6.7 montre les différents types de fonctions de

perte et les fonctions associées.

IoU/ Smooth
moo
- SS Jaccard extension
WCE DPCE Exp EXp Harmonic Dice LOV&SZ
mean 2 — Dice
Weight class Distarice map & & ) Boundary Loss
penalized Log Log . Distance map
Dice weighted
Cross Entropy (CE) - Weiknt Mol Two side One side
ulti- .
D iaht FP&FN cla distance map
H?rd own-weig ! - ss weighted o\
mining easy examples Tversky GD HD Loss
TopK loss  Focal 1 - Weight
p ocal loss a+p=1 i

DiccTopK. Am pGD
FocalTversky
Distribution-based Loss _ Region-based Loss Boundary-based Loss

Figure 6.7 : Type de fonctions de perte pour la segmentation, tiré de [216]

Chaque type quantifie la différence entre le GT et les prédictions de facon différente, mais partage
tout le méme objectif qui est d’atteindre les meilleurs résultats de segmentation possible. Les
fonctions de pertes les plus couramment utilisées en segmentation sont I’entropie croisée, dice, focal

et leur dérivée (qui sont améliorations apportées aux versions originales).

L'entropie croisée est définie comme une mesure de la différence entre deux distributions de
probabilité pour une variable aléatoire ou un ensemble d'événements donné [244]. En segmentation,
elle est utilisée pour mesurer la classification au niveau des pixels. Il existe des variants a I'entropie
croisée comme l'entropie croisée pondérée ou des poids sont donnés aux exemples positifs. Ce
variant est particulierement utile dans le cas ou l'une des catégories importantes est sous-
représentée. La perte focale, Focal Loss (FL), peut étre vue comme un autre variant de I'entropie

croisée. Elle réduit 'importance des exemples faciles permettant ainsi au modéle de se concentrer
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sur les exemples plus difficiles [245]. Les exemples faciles sont généralement associés aux classes
les plus représentées alors que les exemples difficiles correspondent aux classes rares (par exemple
certains types de défauts). La FL fonctionne particulierement bien dans les cas ou les données sont

déséquilibrées. La FL est formulée ainsi :

FL= —a;(1—p,)" log(p,) (6.11)

Ou —log(p;) correspond a I'entropie croisée et y > 0. Quand y =1, la FL devient simplement

I’'entropie croisée.

Les fonctions de pertes basées sur la distribution évaluent les pixels individuellement sans considérer
les objets dans leur ensemble, ce qui occasionne des artéfacts. Les fonctions de perte basées sur la
région évaluent les objets dans leur ensemble, ce qui résout le probléme. Le DSC est une mesure
largement utilisée dans la communauté de vision par ordinateur pour calculer la similitude entre deux
images. La fonction de perte dice est :
2yp +1
Di p)=1—- —F—" 6.12

ice(y, p) T (6.12)
Ou y,p est la paire GT, prédiction. Une multitude d’améliorations ont été apportées a cette fonction
de perte. Les performances des modeles utilisant Soft Dice Loss (SDL) outrepassent régulierement

ceux utilisant I'entropie croisée. SDL équivaut a :

. 2yp
SDL(y,p) =1— —

— 6.13
y? + p? (6.13)

Soft dice loss peut en revanche mener a un biais volumétrique indésirable, en sous-estimant ou
surestimant la taille des objets segmentés dans le cas ou il y une forte incertitude [246]. Generalised
Dice Loss (GDL) est une autre variation de dice loss permettant de réduire les problémes de classes

déséquilibrées, fréquentes en END [247]. Elle correspond a :

lezl wi Zn ylnﬁln
212=1 wy Zn YVin + ﬁln

GDL(y,p) =1—2 (6.14)

Ou w; est pour fournir une invariance aux différentes propriétés de I'ensemble annoté.

La fonction de perte asymétrique a été développée afin de faire la segmentation d'image médicale
tres déséquilibrée [248]. Les modéles de segmentation peuvent souffrir du débalancement des
données en ayant des prédictions fortes en précision, mais faibles en rappel. Ces modéles entrainés

sont généralement biaisés vers les classes les plus représentées, ce qui peut étre trés problématique
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dans certaines applications, comme celle-ci, ou les faux négatifs sont plus importants que les faux
positifs. Les fonctions de pertes basées sur le DSC calculent les faux négatifs comme ayant la méme
importance que les faux positifs, ce qui en fait une fonction de perte symétrique. Afin de faire un
meilleur ajustement de I'importance des faux négatifs et des faux positifs, la fonction de perte

asymetrique est proposee. Cette fonction de perte est basée sur le score Fz qui est défini comme

suit :

précision X rappel

F,=(1 2 6.15
p=01+h )BZ X précision + rappel ( )
Le score Fj; est réecrit en fonction des ensembles P et G :
F = 1+ BH XL pigi (6.16)
P A+ BOIY pigi + B2 X1 - p)gi + 2, pi(1 - 9)

Ou p; est la probabilité du voxel i d’étre positif (défaut par exemple) et (1 — p;) est la probabilité que
le voxel i soit négatif (par exemple sans défaut ou le matériel de base). Les données du GT g;
équivaut a 1 pour un résultat positif (défaut, soudure en V, soudure en double-V et réflexion
incompléte) et 0 pour un résultat négatif (sans défaut ou matériel de base). Il est important de
souligner que la fonction de perte asymétrique est binaire. Il faut donc faire le calcul pour chaque

classe séparément. L’/oU est largement utilisée en IA. L'loU est illustrée a la Figure 6.8.

Volume of Overlap

loU =

Volume of Union

Figure 6.8 : Visualisation de loU

Il s’agit de la somme de l'intersection des deux ensembles sur 'union des deux ensembles :

Yea1 Xm=1YePe
Zg=1 Zg=1 Ye + Pe — YePe

IoU(y,p) =1— (6.17)
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Sensitivity-Specificity (SS) est une fonction de perte ayant pour objectif de maximiser ces deux
caractéristiques  importantes. SS correspond a A- Sensitivity + (1 — A) - Specificity Ou

VP VN

Sensitivity = TPEm et Specificity = v L’équation compléte de SS se veut comme-ci :
N — 5 )2 N —$5)2(1—
SS(y,p) = AZn_lA(Iyn P gy n_lN(y pn)* (1 = yn) 6.18)
n=1Yn +e n=1(1 - yn) +e

Ou 1 est le poids permettant I'ajustement de chaque caractéristique et € est nécessaire pour éviter
les divisions par zéro. La fonction de perte Tversky peut étre vue comme une généralisation de la

dice Loss. Elle ajoute un poids aux faux positifs et aux faux négatifs a l'aide de S.

3 1+yp
1+yp+ A —-y)p+ (A -B)y(1—-p)

TL(y,p) =1 (6.19)

Quand B = % Tversky devient la dice loss. La fonction de perte Focal-Tversky (FTL) combine les

avantages des deux fonctions de perte focale et Tversky. FTL permet d’apprendre des exemples

difficiles a I'aide du coefficient y qui varie entre 1 et 3.

1
FTL = (LTversky)y (6.20)

Les fonctions de pertes basées sur le DSC sont grandement utilisées en segmentation. Les
performances des modéles l'utilisant sont de haute qualité. En revanche, en raison de sa nature non
convexe, dice loss pourrait échouer a atteindre les résultats optimaux. La fonction de perte Lovasz a
été développée pour résoudre le probléme des fonctions de perte non convexe en ajoutant le lissage
a l'aide de l'extension Lovasz [249]. Lovasz est similaire a I'loU, mais elle utilise une stratégie
différente de substitution. En détail, loU remplace simplement la segmentation dans l'indice Jaccard
par des probabilités softmax, alors que Lovasz utilise un substitut convexe linéaire par morceaux a

la fonction de perte loU basée sur I'extension Lovasz de fonctions d'ensemble sous-modulaire.

L'approche LogCosh a été largement utilisée dans les problémes de régression pour lisser la courbe.
LogCoshDice (LC-D) est proposé pour permettre de résoudre le probléme de fonction de perte non

convexe [242]. LogCoshDice est formulé ainsi :

LC — D = log(cosh(DiceLoss)) (6.21)

eX+e™*

Ou cosh = . LC-D se situe entre [-1, 1]. Il s’agit d’'une variante de dice particulierement

intéressante pour les ensembles de données asymétriques. La fonction de perte basée sur la

distance de Hausdorff est basée sur les frontiéres. Elle est définie comme le maximum de toutes les
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distances minimales entre deux courbes. La distance de Hausdorff est de nature non convexe ce qui
limite son utilisation, bien que I'objectif de chaque modéle de segmentation soit intrinséquement
d’optimiser la distance de Hausdorff. La distance de Hausdorff (DH) se définit mathématiquement

comme Ceci :
DH(X,Y) = maxy.min,.Y|x — yll, (6.22)

Comme illustré dans cette section, il existe de multiples fonctions de perte ayant toute pour objectif

de permettre une segmentation de qualité.
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