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Abstract (Résumé)

Le développement des techniques de réglage fin pour les modèles trans-
formers pré-entraînés comme BERT (Devlin et al., 2018 [22]) a beaucoup
gagné en popularité depuis 2018. Comparativement à la technique d’extrac-
tion des caractéristiques, le réglage fin donne des résultats de pointe sur de
nombreuses tâches en aval liées au traitement automatique du langage na-
turel (Ma et al., 2019 [65]). En analyse du sentiment, ces avancées aident
à surmonter plusieurs enjeux techniques importants, comme la gestion des
termes de négation, des anaphores et des références syntagmatiques plus sub-
tiles (Birjali et al., 2021 [10]). Néanmoins, certains enjeux demeurent non-
résolus, notamment la difficulté d’obtenir des données d’entraînement pour
des tâches-domaines spécialisées (Xu et al., 2019 [113]). Cette problématique
est liée au coût et à la difficulté de créer des jeux de données manuellement
annotés par des êtres humains.

Dans ce mémoire, une nouvelle solution d’annotation programmatique
est proposée, s’appuyant sur les travaux de Ghashiya et Okamura (2021)
[34] avec des modèles lexicaux en analyse du sentiment portant sur les titres
d’actualité durant la Covid-19. Comme alternative aux modèles lexicaux, la
technique proposée utilise un modèle de réglage fin par ensemble de mo-
dèles transformers appelé MDLsoft. Cette technique combine des aspects de
deux stratégies de réglage fin, soit les auto-ensembles par votes (Xu et al.,
2020 [115]) et l’apprentissage multitâches (Liu et al., 2019 [62]). À partir des
prédictions issues du modèle final, une analyse du sentiment sera présentée
portant sur le même sujet que Ghashiya et Okamura, mais en y apportant
certaines améliorations techniques.
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Introduction

Les modèles de langage pré-entraînés par transformers, dont le très popu-
laire BERT (Devlin et al., 2018 [22]) et son variant RoBERTa (Liu et al., 2019
[63]) se sont avérés bénéfiques pour de nombreuses tâches de traitement du
langage naturel (NLP), dont l’analyse du sentiment. Ces modèles opèrent se-
lon des principes d’apprentissage transféré par l’entremise de représentations
du langage plus générales, qui elles sont encodées dans des enchâssements vec-
toriels. Par conséquent, l’adaptation de ces modèles à des tâches en aval peut
apporter une initialisation plus efficace et éviter l’entraînement à partir de
zéro. Présentement, il existe deux manières d’utiliser un modèle pré-entraîné
sur des tâches en aval : 1) l’extraction de caractéristiques (où les paramètres
pré-entraînés sont gelés) et 2) le réglage fin (où les paramètres pré-entraînés
sont dégelés et affinés). Bien que ces deux méthodes puissent améliorer consi-
dérablement les performances de la plupart des tâches en aval, la méthode
de réglage fin donne généralement de meilleurs résultats (Ma et al., 2019
[65]), notamment en analyse du sentiment (Shen et al., 2018 [93]). Dans le
cas de l’encodeur BERT, étant donné que les paramètres pré-entraînés et les
enchâssements sont issus des couches antérieures du transformer, les couches
supérieures entièrement connectées peuvent être principalement dédiées à la
tâche en aval, sans toutefois souffrir du problème d’oubli catastrophique en
apprentissage transféré (Kirkpatrick et al., 2017 [55] ; Sun et Lu, 2020 [97]).
C’est en partie ce qui confère au réglage fin son avantage technique.
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Cette opportunité fait en sorte qu’un modèle BERT peut non seulement
apprendre une tâche spécifique comme l’analyse du sentiment, mais égale-
ment un domaine spécifique d’application, comme les critiques de films, les
commentaires dans les réseaux sociaux, etc. En ce sens, BERT se veut agnos-
tique aux tâches-domaines en aval, tout en ayant la capacité de transférer sa
compréhension du langage en amont. Toutefois, l’exploitation de BERT en
version vanille vient avec certains défis applicatifs non résolus. Notamment,
BERT et ses variants sont principalement entraînés sur les articles de Wikipé-
dia et n’ont presque aucune compréhension des textes d’opinion, chose qui est
critique en analyse du sentiment. Ce défi représente un enjeu à deux niveaux.
D’une part, il demande une stratégie de réglage fin des couches supérieures
pour aider l’encodeur à contextualiser ses connaissances générales pour une
pair tâche-domaine spécialisée. D’une autre part, afin d’apprendre ce nou-
veau contexte ponctuel, l’encodeur a besoin de reçevoir de nouvelles connais-
sances externes d’entraînement. En apprentissage machine, ces connaissances
passent par des exemples de données annotées visant la tâche-domaine cible.
De façon générale, il est nécessaire de faire intervenir des êtres humains pour
manuellement classifier chaque exemple d’un jeu de données. Ce processus
est à la fois long et coûteux (Kenyon-Dean et al., 2018 [54] ; Xu et al., 2019
[113]), tant pour la recherche que pour l’exploitation industrielle. Au moment
de cette rédaction, peu de techniques ont été proposées dans la littérature
pour spécifiquement adresser ce problème. Mais en 2021, dans le cadre d’une
analyse du sentiment à propos des titres d’actualité portant sur la Covid-
19, Ghashiya et Okamura (2021) [34] ont publié une technique d’annotation
programmatique en utilisant des modèles lexicaux non-supervisés.

La technique consiste essentiellement à créer un ensemble de données
à partir des résultats d’annotation convergents de trois modèles populaires,
soit SentiWordNet, Textblob et VADER. Suite à une validation manuelle
d’un échantillon, l’ensemble de données a été utilisé avec succès pour entraî-
ner un modèle RoBERTaBASE à une tâche-domaine spécialisée en analyse du

3



sentiment. Quoique cette technique est prometteuse, car elle réduit signifi-
cativement l’apport humain dans le processus de pré-annotation, elle souffre
d’un taux de convergence relativement faible entre les modèles lexicaux. Sur
102 124 titres d’actualité, les trois modèles n’ont convergé qu’à .105. Es-
sentiellement, le taux de convergence fait référence aux classifications com-
munes parmi les divers modèles de référence. La définition mathématique
de cette convergence est présentée plus formellement à la section 2.3. En
contre-référence, basé sur une étude de Diakopoulos et Shamma (2010) [23],
les humains convergent en moyenne à .655 lors de l’annotation manuelle du
sentiment d’un texte.

C’est pourquoi, dans l’intérêt d’augmenter le taux de convergence d’un
modèle d’annotation programmatique, le présent mémoire propose une nou-
velle technique dérivée de la méthode employée par Ghashiya et Okamura.
Mais au lieu d’utiliser des modèles lexicaux, cette nouvelle itération est ba-
sée sur un modèle de réglage fin par ensemble convergent de divers modèles
transformers. Pour évaluer l’efficacité du modèle, son taux de convergence
sera comparé à celui de la technique par règles lexicales, en reproduisant l’ap-
proche de Ghashiya et Okamura avec les modèles SentiWordNet, Textblob
et VADER. Pour se rapprocher des conditions de l’expérience initiale avec
ces modèles lexicaux, une analyse du sentiment sera produite pour le même
domaine, soit les titres d’actualité à propos de la Covid-19. Les résultats
de la technique propopée démontre un taux de convergence des annotations
d’entraînement supérieur à celui des modèles lexicaux. La précision du mo-
dèle RoBERTa final issu du réglage fin s’avère également supérieur à celle
du modèle RoBERTa final de Ghashiya et Okamura. De plus, basé sur les
prédictions du modèle final, une analyse exploratoire sera présentée portant
sur le même sujet. Celle-ci apporte certaines expensions du champ d’analyse
exploratoire. Entre autres, l’analyse est produite sur un modèle ternaire au
lieu de binaire. Une autre dimension additionnelle à l’étude est l’usage des
données de réactions aux titres sur les réseaux sociaux.
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Contribution

Les contributions de ce mémoire sont à deux niveaux, soit 1) le dévelop-
pement des techniques de réglage fin des modèles transformers pour l’analyse
du sentiment et 2) l’élargissement du champ d’études exploratoires en analyse
du sentiment.

Au premier niveau, les principales contributions sont les suivantes :

— Le développement d’une nouvelle technique d’annotation program-
matique de bout en bout des données d’entraînement pour l’appren-
tissage machine en analyse du sentiment (AS), laquelle est basée sur
des modèles transformers au lieu des modèles lexicaux proposés par
Ghasiya et Okamura (2021) [34]. Étant donné le taux de convergence
supérieur des annotations par transformers, cette technique contribue
à rapprocher le taux de convergence de l’annotation programmatique
par NLP à celui de l’étalon d’or humain de ≈.655 (Diakopoulos et
Shamma, 2010) [23],

— Par une réduction de la dépendance aux humains pour l’annotation de
données d’entraînement, particulièrement pour des tâches-domaines
AS spécialisées, les travaux pour ce mémoire contribuent à réduire
les coûts et la complexité liés à l’annotation manuelle des données
d’entraînement, permettant l’accélération du développement de nou-
veaux modèles d’apprentissage machine. L’annotation manuelle est
d’ailleurs l’un des enjeux majeurs en analyse du sentiment, tant pour
la recherche que pour l’industrie (Wankhade et al., 2022 [108] ; Birjali
et al., 2021 [10]),

— Le développement de cette nouvelle technique donne lieu à une pre-
mière étude comparative empirique de la performance entre l’annota-
tion programmatique par transformer et celle par modèles lexicaux.
Celle-ci contribue à une meilleure compréhension des facteurs d’opti-
misation lors de la modélisation en analyse du sentiment,
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— La technique proposée fait aussi une première expérimentation com-
binant des aspects de deux stratégies connues de réglage fin, soit cer-
tains aspects des auto-ensembles par votes (Xu et al., 2020 [115]) et de
l’apprentissage multitâches ou MTL (Liu et al., 2019 [62]). L’hybrida-
tion des aspects de ces deux stratégies introduit une sous-technique
de réglage fin, appelée dans ce mémoire l’apprentissage d’ensemble
multi-domaines doux par votes ou MDLsoft,

— Les résultats des expériences suggèrent que la technique proposée a
également la propriété d’être une tactique additionnelle pour poten-
tiellement améliorer la performance prédictive des modèles transfor-
mers en général pour l’AS (et possiblement d’autres types de tâches
NLP),

— Les travaux pour ce mémoire ont généré la publication de quatre nou-
veaux modèles RoBERTaBASE raffinés pour l’analyse du sentiment sur
le hub des modèles NLP de Hugging Face. Cette nouvelle plateforme
de logicielle libre est un facilitateur pour le développement de modèles
d’intelligence artificielle basé sur les transformers.

Suite au téléchargeant des modèles produits pour ce mémoire sur Hugging
Face, ils sont maintenant disponibles en accès libre et peuvent être utilisés
en mode «out-of-box» pour des tâches de prédiction par tout chercheur ou
praticien en appelant la simple fonction pipeline(), contribuant ainsi à la
croissance de ce hub de modèles grandissant. Le lien d’accès vers les modèles
est le suivant : https ://huggingface.co/RogerKam

Au deuxième niveau, les principales contributions sont les suivantes :

— L’expansion de l’analyse du sentiment initialement du même sujet
conduite par Ghasiya et Okamura (2021) [34], passant d’une simple
classification binaire à une classification ternaire plus granulaire, en-
richissant la compréhension du réel niveau de neutralité exprimé par
les médias de presse. Selon Ghasiya et Okamura, l’absence de la classe
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neutre est l’une des limites de leur étude,
— L’implémentation d’une nouvelle dimension d’analyse du sentiment

mesurant l’effet du sentiment d’un titre d’actualité sur la volumétrie
de la réaction sur les réseaux sociaux. Du meilleur de notre connais-
sance, une telle analyse n’a jamais été publiée dans la littérature,

— L’implémentation d’une analyse comparative par échantillon entre le
sentiment exprimé par un titre d’actualité et celui du texte complet
du même article. Du meilleur de notre connaissance, une telle analyse
n’a jamais été publiée dans la littérature.

Ces nouvelles dimensions d’analyse contribuent plus généralement à une
meilleure compréhension du rôle des médias de presse lors d’une crise sani-
taire mondiale, dont la Covid-19 dans le cas d’espèce. L’analyse du sentiment
pour les médias de presse est un domaine sous-étudié selon Hamborg et al.
(2021) [38].

Organisation

Le premier chapitre présente un état de l’art à propos de l’analyse du
sentiment (AS). Nous présentons d’abord l’histoire et les grandes compo-
santes de l’AS, suivi des enjeux techniques courants. Ensuite, nous discu-
terons des principales techniques employées sur le terrain, en commençant
par les modèles par règles lexicales, suivi de l’AS par apprentissage machine
et apprentissage profond. Ce chapitre porte une attention particulière aux
modèles de réseaux de neurones par transformers. Une emphase plus parti-
culière est accordée au modèle encodeur BERT et son variant RoBERTa, qui
sont les modèles phares en AS en ce moment. Ces modèles sont également
au cœur du présent mémoire. Ce chapitre se termine avec une présentation
formelle des questions de recherche et des travaux existants sur lesquels sont
basés les travaux pour ce mémoire. Le chapitre 2 porte sur la démarche mé-
thodologique pour les expériences visant le développement d’une nouvelle
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technique de réglage fin, nommée l’ensemble MDLsoft par votes. Le taux de
convergence issu de la technique sera comparé à celui des modèles lexicaux.
De plus, pour évaluer également le pouvoir prédictif du modèle AS final issu
de cette technique, nommé RoBERTa-VE, un test d’ablation par facteurs θ

est présenté vers la fin du chapitre 2, avant de présenter la performance pré-
dictive du modèle à la lumière de différentes variables d’hyper-paramétrage
et de connaissances tâches-domaines du réglage fin. Le dernier chapitre pré-
sente l’analyse du sentiment exploratoire basée sur les résultats du modèle
final. La conclusion aborde des pistes de travaux futurs et d’améliorations.
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Chapitre 1

Analyse du sentiment

1.1 Qu’est-ce que l’analyse du sentiment ?

L’analyse du sentiment (AS) est une branche relativement récente dans
le domaine du Natural Language Processing (abrégé NLP), soit le traitement
automatique du langage naturel. Cette discipline est généralement considé-
rée comme une sous-catégorie de la classification de texte (Birjali et al., 2021
[10]). Initialement connue sous le nom de Forage d’opinions, cette discipline
a été introduite plus formellement par Pang et Lee (2008) [81]. L’objectif
de l’AS est d’extraire une classification subjective à partir d’un texte quel-
conque. D’un point de vue sémiotique, il s’agit essentiellement d’effectuer
une analyse syntagmatique au moyen d’une approche informatique. De façon
concrète, l’AS implique l’utilisation d’un modèle mathématique et statistique,
dont les modèles d’apprentissage automatique, permettant à un programme
informatique de «lire» un texte, de tel sorte à lui attribuer une classe sub-
jective de sentiment ou un score de polarité, soit positif (1), négatif (-1) ou
neutre (0).

Quoique la recherche en AS a reçu une attention grandissante depuis les
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quinze dernières années, l’idée d’utiliser des ordinateurs pour classifier des
sentiments remonte à plus d’une quarantaine d’années. Carbonell (1979) [15]
a publié ce qui semble être le premier article scientifique portant sur la ca-
pacité de doter un ordinateur d’une compréhension subjective du langage. À
l’orée de la recherche en intelligence artificielle, Wilks et Bien (1984) [109]
ont proposé un mécanisme préliminaire pour le développement d’un modèle
de compréhension des croyances par un programme informatique. Toutefois,
c’est avec l’émergence du Web 2.0, devant l’explosion de contenu généré par
des millions de blogs, des forums de discussion, des réseaux sociaux et des cri-
tiques de produits sur des sites web en commerce électronique, que le besoin
pragmatique des modèles d’AS s’est manifesté. Ce besoin, en conjonction
avec des capacités de traitement de données accrues, notamment par l’en-
tremise de la révolution Apache Hadoop (2002) et MapReduce (2004), ont
été les principaux catalyseurs de la recherche moderne en analyse du senti-
ment. Tel que l’indiquent Mäntylä et al. (2018) [67], l’AS est devenue l’un des
champs de recherche les plus dynamiques dans le domaine de l’informatique
en général. Selon Cambria et al. (2017) [13], cette popularité grandissante
est en partie attribuable au fait que l’AS soit l’une des clés de voûte pour le
développement de l’intelligence artificielle.

1.1.1 Niveaux d’implémentation

Tel que présenté à la Figure 1.1, il y a présentement trois principaux
niveaux d’implémentation des techniques d’AS (Mehta et Pandya 2020 [70] ;
Birjali et al., 2021 [10]), soit 1) le niveau du document complet, 2) le niveau
d’une phrase complète, et 3) le niveau d’un aspect sous-jacent d’une phrase
(mieux connu en anglais sous le nom de Aspect-Based Sentiment Analysis ou
ABSA). Il existe différentes catégories de modèles qui peuvent être utilisées
pour adresser l’un ou l’autre de ces trois niveaux.

Ces différents niveaux d’implémentation en AS ont chacun leurs parti-
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Figure 1.1 – Niveaux d’implémentation (Image : Birjali [10])

cularités techniques, produisant néanmoins au finale le même résultat, soit
la classification du sentiment, mais à des degrés de performance variables.
Ces degrés de performance sont essentiellement déterminés par l’acuité de la
prédiction émise par le modèle AS.

1.1.2 Pré-annotation des données

Pour effectuer la mesure de performance d’un modèle AS, il est néces-
saire d’obtenir des ensembles de données pré-annotées par classes de senti-
ment, afin de comparer les prédictions du modèle à l’annotation manuelle
faite par un être humain. Comme dans bien des domaines liés à l’appren-
tissage machine, l’obtention de ces données de validation et d’entraînement
représentent l’un des défis de la recherche et de l’application industrielle.
De par la nature semi-structurée ou non-structurée des données textuelles,
particulièrement lorsqu’elles sont extraites sur le web, il peut être difficile
d’obtenir un ensemble de données pré-annotées correspondant à une tâche
d’un domaine spécifique. De plus, l’annotation manuelle d’un ensemble de
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textes est un processus long et dispendieux, tant pour la recherche que pour
l’usage industriel. Surtout que dans le cas d’une analyse du sentiment par
apprentissage supervisé, il faut générer des ensembles de données assez volu-
mineux pour être en mesure d’entraîner adéquatement un algorithme. Il est
connu qu’un plus grand volume de données réduit les chances de rencontrer
le problème de sur-ajustement ou d’overfitting en anglais, tout en améliorant
la performance (Althnian et al., 2021 [2] ; Barbedo 2018 [6]).

Il y a également une autre couche de difficulté en lien avec l’annotation.
Kenyon-Dean et al. (2018) [54] ont abordé le fait qu’à même le processus
d’annoter manuellement un ensemble de données textuelles, il y a parfois un
manque de convergence significatif entre les êtres humains appelés à classer
le sentiment d’un texte. Diakopoulos et Shamma (2010) [23] ont d’ailleurs
empiriquement démontré un taux de convergence n’allant pas plus haut que
.655 pour la classification humaine de données Twitter. La conséquence d’un
faible taux de convergence lors de l’annotation est un plus petit ensemble de
données disponible pour l’entraînement final. Par exemple, si on ne garde que
les classes pour lesquels tous les annotateurs sont d’accord, sur un ensemble
de 10 000 phrases annotées manuellement par classes de sentiment, si trois
humains convergent au taux de .655 phrases, il ne reste que 6 500 phrases
disponibles pour l’entraînement final d’un modèle. Donc, si la performance
d’un modèle d’apprentissage supervisé est en partie tributaire du volume de
données disponibles à l’entraînement, la performance du modèle s’en voit
proportionnellement affectée.

1.1.3 Enjeux de modélisation

Au-delà des défis liés à l’obtention et à la pré-annotation des données,
la recherche en AS doit aussi surmonter des enjeux techniques au niveau
de la modélisation elle-même. Une grande partie de ces enjeux sont en lien
avec la gestion des subtilités inhérentes du langage humain, quelle que soit
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la langue. En combinant les revues de Wankhade et al. (2022) [108] ; Birjali
et al. (2021) [10] ; Hussein (2018) [48], il est possible de discerner cinq grands
enjeux techniques de modélisation en AS :

1. la détection du sarcasme et de l’ambiguïté dans le langage, qui peut
s’avérer subtile et difficile à détecter pour un algorithme, particuliè-
rement lorsqu’un mot a un double-sens,

2. la gestion des termes de négation (Heerschop et al., 2011 [42]), qui
peuvent être supprimés lors du prétraitement des «stop-words» avec
une base lexique de référence comme WordNet (Miller (1995) [74] ;
Fellbaum, 2010 [31]) ou des modèles statistiques comme TF-IDF, dé-
robant ainsi le sens réelle d’une phrase,

3. la détection de phrases «spam», qui peuvent biaiser l’analyse du senti-
ment pour une critique de produit, surtout si un site web est bombardé
de fausses critiques créées par des spambots,

4. la résolution des anaphores et des coréférences, soit la capacité d’iden-
tifier à quoi un pronom fait référence dans une phrase, afin d’extraire
tous les aspects d’une entité donnée,

5. les spécificités de la langue ou du domaine, soit l’usage de mots ou
d’expressions subtiles et très spécifiques à une langue ou un domaine
d’application (médecine, sport, politique, etc.).

Le niveau de difficulté associé à chacun de ces défis peut varier selon le
type de modèle utilisé pour l’analyse. Le choix du type de modèle est donc
influencé par le type de problématique à surmonter lors d’une tâche donnée.
À cet effet, l’une des plus grandes avancées en la matière est le développement
des techniques d’enchâssement de mots (word embeddings). Ces techniques
ont permis d’atténuer partiellement certains des principaux défis de l’AS,
particulièrement au niveau des subtilités linguistiques (ex. le sarcasme ou les
mots de négation). Il est donc nécessaire d’en comprendre le fonctionnement.
De plus, le fonctionnement des enchâssements de mots est pertinent pour
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mieux contextualiser la nature des modèles transformers de fine pointe en
AS, dont BERT. La section suivante présentera une description technique
du fonctionnement des enchâssements, portant spécifiquement sur le modèle
Word2vec, qui représente l’une des premières grandes percées dans le domaine
des techniques d’enchâssement.

1.1.4 Enchâssement des mots

Le principe des enchâssements de mots fonctionne essentiellement comme
des auto-encodeurs (Rumelhart et al., 1985 [91]). Il s’agit d’un type spécifique
de réseaux de neurones à anticipation où la représentation de l’entrant doit
être la même que la représentation sortante. Cette nouvelle représentation
se veut être un «résumé» compact ou une compression de l’entrant, égale-
ment appelée une représentation de l’espace latent. L’objectif principal des
auto-encodeurs est d’apprendre de manière non supervisée une représentation
«informative» des données, de telle sorte à en extraire les caractéristiques les
plus importantes, ayant pour effet de réduire la densité dimensionnelle. Un
auto-encodeur comporte trois composantes : 1) l’encodeur, 2) le code et 3)
le décodeur. L’encodeur comprime l’entrée et produit le code, le décodeur
doit ensuite reconstruire l’entrée, mais uniquement à partir du code réduit.
Le problème, tel que défini par Baldi (2012) [5], est d’apprendre les fonctions
(codeur) et (décodeur), afin de satisfaire,

argmin
A,B

E[∆(x,B ◦ A(x))], (1.1)

où E est l’espérance sur la distribution de x1, et ∆ est la fonction de perte
de reconstruction, qui mesure la distance entre la sortie du décodeur et son
entrée. Ce dernier est généralement défini par un paramètre de régularisation
de la norme euclidienne ℓ2. La Figure 1.2 fournit une illustration simplifiée
du modèle.
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Figure 1.2 – Modèle d’auto-encodeur

À la base, l’auto-encodeur peut être considéré comme une généralisation
d’une analyse en composantes principales (ACP), mais au lieu d’uniquement
trouver l’hyperplan à faible dimension pour un ensemble de données, il est
aussi capable d’apprendre une variété non linéaire. C’est pourquoi les auto-
encodeurs se sont avérés très populaires pour la vision par ordinateur (par
réseaux de neurones convolutifs).

En ce qui a trait au développement d’une forme d’auto-encodeurs NLP,
Bengio et al. (2000) [8] ont proposé un premier modèle de réseau neuronal
statistique, lequel visait à atténuer la dimensionnalité gigantesque associée
aux modèles de langage. Le travail de Bengio et al. a établi la fondation pour
l’émergence du concept d’enchâssement de mots. Cette technique fonctionne
de manière similaire aux auto-encodeurs. Il s’agit essentiellement d’une forme
de modélisation linguistique et d’apprentissage des caractéristiques subtiles
du langage, notamment la similarité entre les mots au niveau de leur signi-
fication. L’hypothèse inhérente derrière les enchâssements est la notion que
les mots qui se ressemblent auront tendance à coexister. Du point de vue du
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concept des n-grams, cette notion veut que la représentation de co-occurrence
la plus courante est une représentation mot à mot d’un seul gram. En ce sens,
l’objectif des enchâssements est d’estimer une représentation vectorielle dense
d’une faible dimensionnalité des mots, mais de manière à ce que les mots de
sens similaire aient des vecteurs plus rapprochés les uns des autres que les
vecteurs de mots de sens dissemblable.

Un mot comme « chapeau » se voit représenté par un ensemble de va-
leurs numériques sous la forme « chapeau » = [0.1548, 0.4848, . . ., 1.864].
Chaque dimension du vecteur d’enchâssement représente une caractéristique
latente d’un mot. Puisque les mots n’ont pas tous le même nombre de carac-
téristiques, ces vecteurs auront des longueurs variables. Le but est de faire
en sorte que ces vecteurs puissent exprimer numériquement les régularités et
patrons subtiles du langage. Avant l’émergence de BERT et des architectures
transformers, l’un des premiers modèles d’enchâssements les plus utilisés était
Word2vec, conçu par l’équipe Google (Mikolov et al., 2013 [73]). Ce modèle
a été développé en utilisant deux variantes, soit 1) le contexte pour prédire
un mot avec un concept appelé Continuous Bag-of-Words (CBOW) ou sac
de mots continu et 2) l’utilisation d’un mot pour prédire son contexte, avec
le concept de Skip-gram. La figure 1.3 montre un modèle de langage CBOW
simple qui essaie de trouver le mot en fonction des mots environnants, et
Skip-gram qui essaie de trouver les mots environnants en fonction du mot.
Pour le modèle Skip-gram, le but est de maximiser la probabilité suivante,

argmax
θ

∏
w∈T

[
∏

c∈c(w)

p(c|w; θ)], (1.2)

où w est un mot, c son contexte (mots environnants), T fait référence à un
texte, et θ est simplement le paramètre de p(c|w; θ).

Les poids apprenables entre la couche d’entrée et la couche de sortie
représentent V ×N pour la matrice de W , où V est la taille du vocabulaire
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Figure 1.3 – Schéma du sac de mots continu (CBOW) et du Skip-gram. À
gauche se trouve la structure CBOW qui prédit le mot actuel en fonction du
contexte, et à droite se trouve le Skip-gram qui prédit les mots environnants
en fonction du mot actuel donné. (Image : Menon, 2020 [71])

et N est la taille de la couche cachée. Les équations suivantes montrent
comment calculer spécifiquement les enchâssements de mots pour la couche
cachée h :

hSkip-gram = W Tx = W T
(k,.) := vTWI , (1.3)

hCBOW =
1

C
(W T (x1 + x2 + · · ·+ xc)

T

=
1

C
(vw1 + vw2 + · · ·+ vw3)

T ,
(1.4)
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Figure 1.4 – Relations par vecteurs d’enchâssements (Image : Menon, 2020
[71])

pour la première équation, k est la k-ième ligne de W , vwI est la repré-
sentation vectorielle du mot d’entrée WI, hSkip-gram signifie qu’il faut copier
la k-ième ligne de W vers h. Pour la deuxième équation, C est la taille des
mots environnants, hCBOW signifie qu’il faut calculer la moyenne de la couche
cachée des mots environnants. Avec cette approche, le modèle peut simulta-
nément apprendre à organiser des concepts et des relations abstraites, telles
que le lien entre les capitales des pays, les temps des verbes, les mots sensibles
au genre, etc. (Figure 1.4)

À titre d’exemple, les mots « astronaute », « cosmonaute » et « statio-
naute » sont souvent mentionnés dans le même contexte. Mais cette simi-
larité ne sera pas captée par un modèle de représentation linéaire du lan-
gage, comme le BOW (Bag-of-Words) standard. L’enchâssement de mots
peut résoudre efficacement ces problèmes grâce à la représentation des re-
lations linguistiques exprimée par les scores des vecteurs. Dans le contexte
de l’apprentissage machine, autant traditionnel que par réseaux de neurones
profond, le rôle des enchâssements s’opère à trois niveaux, 1) l’encodage ini-
tiale des données textuelles en valeurs numériques, 2) l’utilisation des valeurs
numériques de telle sorte qu’elles représentent les relations et les similarités
linguistiques entre les mots et 3) la réduction de la dimensionnalité de l’es-

18



pace vectorielle des caractéristiques d’un modèle supervisé. Essentiellement,
l’enchâssement de mots est une technique de traitement et de représentation
du langage.

Par contre, l’utilisation directe de méthodes de mots régulières telles que
CBOW ou Skip-gram à partir du contexte peut rencontrer des problèmes, car
des mots avec des contextes similaires mais des polarités de sentiment oppo-
sées (par exemple, «bon» ou «mauvais») peuvent être très rapprochés dans les
vecteurs de proximité de l’espace d’insertion. C’est pourquoi des techniques
vouées spécifiquement à l’enchâssement de mots codés par sentiment ont été
proposées. Par exemple, Labutov et Lipson (2013) [58] ré-encodent les en-
châssements de mots existants avec une régression logistique, en considérant
la supervision des sentiments des phrases comme un terme de régularisation.

Pour l’une ou l’autre de ces approches, il existe plusieurs modèles d’en-
châssement de mots disponibles en dehors de Word2vec, dont GloVe (Pen-
nington et al., 2014 [83]), WordPiece, FastText (Bojanowski et al., 2017 [11])
et ELMo (Peters et al., 2018 [84]). ELMo est une itération plus avancée du
principe de l’enchâssement. Le modèle derrière a l’avantage de généraliser la
recherche traditionnelle des enchâssements de mots, mais dans une dimension
différente. Ils extraient les caractéristiques contextuelles d’un modèle de lan-
gage de gauche à droite et de droite à gauche. La représentation contextuelle
de chaque jeton est ensuite concaténé à partir de cette approximation du
contexte. Lors de l’intégration d’enchâssement de mots contextuels avec des
architectures spécifiques à une tâche existante, tel qu’un réseau de neurones
récursif, ELMo a produit des résultats supérieurs à la référence de pointe de
l’époque en analyse du sentiment.

La contrainte du modèle ELMo est qu’il utilise des architectures spéci-
fiques aux tâches, ce qui rend le paramétrage de son implémentation plus
lourd et dispendieux. Une autre approche par réglage fin, basée sur l’ar-
chitecture du transformer pré-entraîné, tel que BERT (Devlin et al., 2018
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[22]), introduit des paramètres minimaux, ce qui rend ce type de modèles
beaucoup plus agnostique à un grand nombre de tâches du domaine, car ils
sont entraînés sur les tâches en aval, en ajustant simplement les paramètres
pré-entraînés. C’est pourquoi les modèles de réglage fin comme BERT, ainsi
que le très populaire GPT-3, ont généralement succédé aux modèles comme
ELMo, qui font uniquement de l’extraction de caractéristiques.

Les principes derrière BERT et les modèles de réglage fin seront discutés
ultérieurement. Mais en ce qui a trait spécifiquement à l’enchâssement des
mots, la technique utilisée par des modèles de langage plus récents (BERT,
XLNet, RoBERTa, GPT-3) est une technique d’encodage par paires de bytes,
appelée Byte-Pair Encoding ou BPE (Tacorda et al., 2017 [100]). C’est un
hybride entre les représentations au niveau des caractères et des mots qui
permet de gérer un plus grand spectre du vocabulaire courant dans les cor-
pus de langage naturel. Essentiellement, au lieu de faire l’enchâssement au
niveau des mots complets, les BPE s’appuient sur des unités de sous-mots,
qui sont extraites en effectuant une analyse statistique du corpus d’entraî-
nement. Cette technique s’apparente un peu (voire très peu) au principe de
lemmatisation. Ces BPE s’avèrent notamment très utiles pour la représenta-
tion de très grands corpus comme Wikipédia, qui peuvent contenir un grand
nombre de mots rarement utilisés dans le langage courant. Par exemple, dans
un modèle d’enchâssement comme Word2vec, des mots rares comme atha-
zagoraphobie ne seraient jamais capturés, ce qui entraînerait la génération
de jetons classés comme <unkn> «inconnus». Mais un modèle comme Word-
Piece, utilisé pour construire le vocabulaire de BERT, a pu résoudre cette
problématique avec une approche très semblable au BPE. Cependant, au lieu
de fusionner le bi-gram symbolique le plus fréquent, chaque fusion potentielle
est notée en fonction de la probabilité d’un modèle de langage en n-gram,
mais entraînée sur une version du corpus incorporant cette fusion.

Ayant maintenant passé en revue les principaux détails liés à l’enchâs-
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Figure 1.5 – Taxonomie des techniques AS

sement de mots en NLP, la prochaine section porte sur les différents types
de modèles applicatifs utilisés en AS, ainsi que de leur place dans l’évolution
de ce champ de recherche. Ensuite, un sous-ensemble de chaque type de mo-
dèle applicatif sera exploré plus en profondeur dans les sections subséquentes,
dont les modèles transformers qui seront présentés en dernier.

1.1.5 Types de modèles

Wankhade et al. (2022) [108] ; Birjali et al. (2021) [10] ; Medhat et al.
(2014) [70] s’entendent tous sur le fait qu’il y a essentiellement deux grandes
familles de techniques applicatives utilisées en analyse du sentiment. Par tech-
nique applicative on entend l’action de prédire le sentiment associé à un texte
donné. Ces deux familles de techniques de modélisation ont successivement
gagné en popularité, et ce en fonction des gains de performance apportés par
leurs innovations respectives. Ces deux types de modèles sont 1) les modèles
lexicaux et 2) les modèles d’apprentissage. Les modèles lexicaux peuvent être
classés en deux grandes sous-catégories, tandis que les modèles d’apprentis-
sage peuvent être classés en trois ou même quatre grandes sous-catégories.
La Figure 1.5 montre la taxonomie à haut niveau des techniques en AS.
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1.1.5.1 Modèles lexicaux

Le premier cadre est l’approche par règles lexicales, qui fait principa-
lement l’usage d’un lexique d’opinions ou d’une base lexicale de référence
(Jurek et al., 2015 [53]), c’est-à-dire une liste de mots pré-chargée qui associe
chaque mot d’un texte à une orientation sémantique au niveau du senti-
ment. Les deux principales approches sont 1) l’usage d’un corpus du sens,
de la signification et des relations d’un ensemble de mots ou 2) l’usage d’un
dictionnaire de la valence des mots.

Pour l’approche par dictionnaire, l’hypothèse principale est que les mots
synonymes auront tendance à avoir les mêmes degrés de polarités au niveau
du sentiment, tandis que les mots antonymes auront un degré de polarité
opposé. Les lexiques de sentiments sont créés à l’aide de dictionnaires pré-
existants, dont principalement WordNet. La technique basée sur l’usage d’un
corpus utilise une approche différente. La prémisse de base est de commencer
l’analyse par la revue d’une liste de mots dont le sentiment est déjà classifiée,
pour ensuite utiliser des modèles syntaxiques ou de co-occurrence pour trier
les mots en fonction du sentiment au sein du corpus. L’identification des mots
par sentiment utilise des contraintes linguistiques ou des conventions sur les
connecteurs (ET, OU, MAIS). Par exemple, une paire d’adjectifs liés par une
conjonction, comme «simple ET facile», auront généralement la même orien-
tation. A certains égards, ces techniques s’apparentent aux principes derrière
l’enchâssement des mots, mais uniquement au niveau du sentiment.

Dans les deux approches, le résultat de l’analyse lexique retourne un score
de polarité spécifique, soit +1, -1 ou 0, qui correspondent à des mots positifs,
négatifs ou neutres, respectivement. Certains modèles lexicaux fournissent
plutôt une valeur reflétant la force ou l’intensité du sentiment en fonction
d’un nombre flottant, lequel peut varier entre +1 et -1 (ex : .345 ou .874).
L’orientation finale d’un document ou d’une phrase est obtenue en calculant
les valeurs d’orientation sémantique des mots qui composent le texte analysé.
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Il existe plusieurs modèles par règles lexicales, tant par corpus de sens que
par dictionnaire de valence, mais seuls les modèles pertinents pour le présent
mémoire seront explorés plus en détails dans les prochaines sections. Il faut
aussi noter qu’avec les avancées en AS par apprentissage machine ou ap-
prentissage profond, l’usage des modèles lexicaux est devenu moins courant.
Toutefois, certains modèles continuent d’être utilisés pour des fins de pré-
traitement au service de l’apprentissage machine. Les modèles lexicaux étant
de nature non-supervisés, ils ne requièrent pas nécessairement un ensemble
de données pré-annotées. Par conséquent, les résultats des modèles lexicaux
peuvent servir de système programmatique d’annotation de données, sur-
tout lorsqu’un ensemble de données pré-annotées par des êtres humains n’est
pas disponible. À cet effet, Ghasiya et Okamura (2021) [34] présentent une
technique d’annotation par des résultats convergents de divers modèles lexi-
caux différents. Un échantillon des résultats de ces annotations convergentes
a ensuite été inspecté manuellement, avant de fournir l’ensemble de données
complet pour l’entraînement par réglage fin d’un modèle d’apprentissage par
transformer.

1.1.5.2 Modèles d’apprentissage

Les modèles d’apprentissage constituent actuellement le champ de re-
cherche le plus dynamique en AS. Il existe deux grandes catégories d’algo-
rithmes d’apprentissage, soit l’apprentissage supervisé et non supervisé. Les
modèles supervisés ont gagné en popularité en AS au courant de la dernière
décennie, principalement à cause de leur grande performance prédictive et la
facilité de valider cette performance par des métriques empiriques d’acuité.
En revanche, ces modèles nécessitent absolument un ensemble de données
pré-annotées. Parmi les modèles supervisés, trois grandes sous-catégories ont
gagné en popularité en AS, soit 1) les modèles traditionnels d’apprentis-
sage supervisé, 2) l’apprentissage profond et 3) l’apprentissage profond par
transformer. Cette troisième catégorie, celle des transformers, est celle qui
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représente aujourd’hui la fine pointe de la recherche en AS.

1.2 Règles lexicales

En raison du défi que représente la création d’un lexique, la plupart des
recherches en AS s’appuient fortement sur des lexiques préexistants, au lien
d’en construire un de toutes pièces. Un des principaux outils utilisés pour la
modélisation lexicale par règles est la bibliothèque Natural Language Toolkit
ou NLTK (Bird, 2006 [9]).

NLTK se branche à plus de 50 corpus et dictionnaires lexicaux, dont le
très populaire WordNet. Cette bibliothèque offre un ensemble de modules
Python facilitant la gestion de diverses tâches d’arrière-plan en NLP, afin
de permettre à ses utilisateurs de se concentrer sur des tâches de plus haut
niveau, notamment le traitement du sentiment. Les modules NLTK incluent
non seulement des échantillons de corpus et des lecteurs, mais aussi des ou-
tils de tokenisation (jetons) et de balisage pour le traitement de texte. Des
définitions d’interface et des implémentations de référence sont fournies pour
les tokenizers, les stemmers, les tagueurs (comme regexp, n-gram, Parts-Of-
Speech ou POS tags), les chunkers et les parseurs de descente récursive, ainsi
que pour les regroupements lexiques et les classificateurs.

Cependant, la bibliothèque NLTK en elle-même n’est qu’un outil de sou-
tien à l’AS. D’autres bibliothèques dédiées plus directement à des tâches de
classifications se servent de ses modules et surtout, de ses corpus et diction-
naires. Il y a trois lexiques de classification de sentiment couramment utilisés,
autant pour la recherche académique que pour l’industrie, et ces trois mo-
dèles peuvent se rattacher à NLTK pour plusieurs aspects du traitement de
texte. Chacun de ces trois modèles utilise une architecture de solution dif-
férente dans l’exécution d’une tâche AS. Le choix final d’un ou l’autre des
modèles peut dépendre des besoins de la tâche spécifique, mais surtout des
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résultats empiriques. Ces trois modèles sont 1) Textblob, 2) VADER et 3)
SentiWordNet, qui seront présentés plus en détails dans les sections suivantes.

1.2.1 TextBlob

À la base, Textblob (Loria, 2018 [64]) utilise un API pour accéder à
un lexique de référence et à un moteur d’analyse du sentiment. Le moteur
d’analyse exécuté en arrière-plan est la bibliothèque pattern.en, qui ex-
ploite essentiellement WordNet pour classer l’orientation du sentiment selon
les adjectifs et les mots utilisés dans le texte. Lorsque Textblob exécute une
tâche d’AS, il renvoie un tuple de la forme [polarité, subjectivité], où la
polarité est un nombre flottant entre -1 et 1. Avant d’effectuer cette classifi-
cation, Textblob offre aussi la possibilité d’accéder à la bibliothèque NLTK
en arrière-plan pour faire le prétraitement du texte, entre autres pour la toke-
nisation des mots, le retrait des «stop-words», les relations de regroupements
ou «chunking», la lemmatisation et le stemming, ainsi que l’étiquetage des
POS. Toutes ces fonctions peuvent être facilement paramétrées en passant
par la méthode parse() de la bibliothèque.

Par défaut, Textblob utilise une technique de règles lexicales pour l’AS.
Toutefois, il est possible d’accéder à un classificateur NB (Naïve Bayes) et
d’entraîner un modèle par apprentissage machine. Le modèle NB pour effec-
tuer une analyse du sentiment sera détaillé dans la section portant sur l’AS
par apprentissage machine.

1.2.2 VADER

Développé par Hutto et Gilbert (2014) [49], le modèle VADER (Valence
Aware Dictionary for sEntiment Rea-soning) utilise un lexique du senti-
ment par score de valence. Ce lexique contient un dictionnaire généralisé
de la valence des mots en fonction des classes de sentiment positif, négatif et
neutre. L’assignation de la valence est en revanche organisée selon une pré-
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classification humaine. VADER base principalement ses classifications sur un
groupe de lexiques de sentiments bien établis, comme LIWC-22 (Linguistic
Inquiry and Word Count) et ANEW (Affective Norms for English Words),
afin de pouvoir construire une liste de scores initiale. Cette liste est ensuite
incorporée avec des caractéristiques linguistiques communes à l’expression
des sentiments, fournissant plus de 9000 candidats de fonctionnalités lexi-
cales. Tout comme Textblob, VADER retourne un score de polarité variant
entre -1 et +1.

1.2.3 SentiWordNet

Introduit par Esuli et Sebastiani (2006) [29], SentiWordNet est une res-
source lexicale faisant l’usage des synsets dans WordNet. Une instance de
synset est un regroupement de mots synonymes qui expriment le même
concept. Certains mots peuvent avoir un seul synset, tandis que d’autres en
ont plusieurs. Le modèle SentiWordNet se veut une ressource lexicale dans
laquelle chaque synset de WordNet est associé à trois scores numériques, soit
Obj(s) ou neutre, Pos(s) et Neg(s). À partir de ces scores, le modèle peut
ensuite déterminer du degré auquel les termes contenus dans un synset quel-
conque sont polarisés par classes de sentiment. L’usage des synsets au lieu
des termes directs est motivé par l’hypothèse que différents sens d’un même
terme peuvent avoir différentes propriétés liées à l’opinion ou le sentiment.
Chacun des trois scores peut varier entre 0.0 et 1.0, pour une somme de 1.0
assignée à chaque synset. Cela signifie qu’un synset peut avoir des scores non
nuls pour les trois catégories de sentiment, ce qui indiquerait que les termes
correspondants peuvent posséder, dans une certaine mesure indiqué par le
synset, chacune des trois propriétés liées au sentiment, soit positif, négatif
ou neutre. SentiWordNet va donc pondérer le score de chaque classe pour
déterminer la polarité dominante d’une séquence de texte donnée.

En arrière-plan, l’évaluation par le modèle des propriétés des termes liées
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à l’opinion se base sur des classificateurs ternaires, en utilisant une méthode
semi-supervisée. Une méthode semi-supervisée implique un processus d’ap-
prentissage dans lequel seul un petit sous-ensemble de L ⊂ Tr des données
d’apprentissage Tr a été étiqueté manuellement. La méthode définit L comme
l’union de trois ensembles de «seed» (c’est-à-dire d’apprentissage) Lp, Ln et
Lo de synsets positifs, négatifs et objectifs connus, respectivement. Essen-
tiellement, Lp et Ln sont étendus de manière itérative, en K itérations, dans
les ensembles d’apprentissage finaux, soit TrKp et TrKn . Chaque étape ité-
rative k génère Trkp et Trkn, de tel sorte que Trkp ⊃ Trk−1

p ⊃ · · ·Tr1p = Lp

et Trkn ⊃ Trk−1
n ⊃ · · ·Tr1n = Ln. Ainsi, en ajoutant à Trkp tous les syn-

sets associés aux synsets de Trk−1
p selon leur relation lexicale dans WordNet,

il est possible de déterminer que deux synsets sont connectés par la même
polarité-PN. Inversement, en ajoutant à Trkp tous les synsets associés aux
synsets Trk−1

n selon cette même relation lexicale, il est possible de détermi-
ner que la polarité-PN est à l’opposée.

En considération de ces relations essentielles, et en combinant différentes
configurations d’ensemble d’entraîneur et d’apprenant, SentiWordNet pro-
duira les scores de polarité finaux du modèle. Il faut préciser que l’entraî-
nement des classificateurs ternaires a été effectué dans le but de générer les
règles lexicales qui forment la base du modèle, mais la technique elle-même
n’est pas considérée comme de l’apprentissage machine. En effet, il n’est pas
possible d’entraîner un modèle SentiWordNet, on ne peut qu’utiliser ses règles
pour la classification du sentiment, qui elles, en revanche, ont été prédéfinies
partiellement à l’aide de l’apprentissage machine.

1.3 Apprentissage machine

L’apprentissage machine ou automatique est une branche de l’intelligence
artificielle (IA) qui fournit aux ordinateurs la capacité d’apprendre de ma-
nière autonome à partir de données. Ce domaine étudie la conception d’algo-
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rithmes qui apprennent à partir d’observations d’entrée, également appelées
exemples, au lieu de s’appuyer sur des règles codées en dur. Cette discipline,
étant à l’intersection de l’IA et des statistiques, consiste à construire un mo-
dèle qui extrait des connaissances d’un ensemble d’apprentissage (c’est-à-dire
l’ensemble d’exemples) afin de faire des prédictions ou prendre des décisions
sur des exemples invisibles. Il faut noter que suite à l’émergence de l’ap-
prentissage par réseaux de neurones profonds (LeCun et al., 2015 [59]), les
techniques d’apprentissage sont généralement divisées en deux grandes caté-
gories, soit l’apprentissage profond par réseaux de neurones et l’apprentissage
machine traditionnel par modèles d’apprentissage statistique. La présente
section porte uniquement sur l’apprentissage traditionnel.

Dans cette branche, il existe également des modèles d’apprentissage consi-
dérés comme étant non supervisés. Cette branche utilise entre autres des tech-
niques de regroupement par K-Means, DBSCAN ou des modèles gaussiens
mixtes, qui ne demandent aucun ensemble d’exemples pour «apprendre» une
tâche, car ces modèles n’ont aucune variable cible. Pour des fins d’analyse du
sentiment, la branche principale de l’apprentissage automatique traditionnel
est celle de la classification supervisée (Yusof et al., 2015 [120]). Dans le cadre
d’un modèle supervisé, chaque entrant reçoit une étiquette à partir d’un en-
semble prédéfini de classes, soit un ensemble de sentiments étiquetés comme
étant positif, négatif ou neutre. Le résultat sortant d’une classification est un
objet structuré et non une valeur discrète. La prédiction de valeurs discrètes
fait partie d’une autre sous-branche de l’apprentissage supervisé, soit celle
des modèles régressifs.

Étant donné que l’ensemble de données d’apprentissage est constitué de
variables textuelles et non numériques, la modélisation demande un prétrai-
tement similaire à celui des modèles lexicaux, tels que la tokenisation, la lem-
matisation et l’usage des tagueurs POS, etc. Ensuite, il faut procéder à une
extraction des caractéristiques d’entraînement, appelée en anglais le feature
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Figure 1.6 – Étapes d’AS par apprentissage machine traditionnel (Image :
Dang et al. [19])

space. En classification de texte, dont l’AS, l’espace des caractéristiques est
formé par encodage one-hot ou par enchâssement des mots. Quoique la tech-
nique d’encodage one-hot s’avère généralement dispendieuse en temps et en
efforts de chargement des données, car chaque mot représente une dimension
additionnelle, produisant des vecteurs creux et faisant exploser la cardina-
lité matricielle. D’autres techniques d’extraction de caractéristiques peuvent
être utilisées, dont des méthodes statistiques plus traditionnelles comme un
algorithme de comptage des vecteurs ou un calcul de poids TF-IDF. Par
exemple, Zhu et al. (2016) [122] ont utilisé des étiquettes POS comme carac-
téristiques du texte et le calcul TF-IDF pour déterminer le poids des mots
pour l’analyse. Toutefois, pour les raisons présentées à la section 1.1.4, l’usage
des enchâssements de mots pour l’extraction de caractéristiques s’avère l’ap-
proche de fine pointe en apprentissage machine ou profond pour l’AS. La
Figure 1.6 donne une vue d’ensemble du processus de classification de bout
en bout pour les techniques d’apprentissage machine traditionnelles, incluant
différentes techniques de prétraitement, d’extraction de caractéristiques et de
modèles d’apprentissage traditionnels.

Un des défis avec les approches supervisées traditionnelles en AS (Wan-
khade et al., 2022 [108]) ; Birjali et al., 2021 [10]) est celui d’apprendre une
tâche de classification spécifique à un domaine propre. En règle générale, il
est difficile d’obtenir une bonne performance en utilisant un classificateur en-
traîné sur des données autres que celles du domaine d’application visé (Agar-
wal et Mittal, 2016 [1] ; Yoo et Nam, 2018 [117]). Par conséquent, les modèles
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supervisés traditionnels, qui incluent entre autres la régression logistique, les
machines à vecteurs de support (SVM) et les classificateurs Naïve Bayes
parmi tant d’autres, souffrent essentiellement d’une incapacité de transfert
de connaissance inter-domaines. Cette problématique s’est vue partiellement
résorbée par l’entremise des plus récents modèles de réseaux de neurones par
transformers, qui seront présentés dans les sections ultérieures. Mais spéci-
fiquement dans le cadre de l’apprentissage automatique traditionnel, malgré
certaines avancées intéressantes (Tao et Fang, 2020 [101] ; Yoshida et al., 2011
[118]), l’enjeu général du transfert d’apprentissage multi-domaines pour les
modèles AS demeure un problème ouvert.

Dans le contexte du présent mémoire, aucune technique d’apprentissage
machine traditionnelle n’a été utilisée lors des expériences conduites. C’est
pourquoi il n’est pas jugé nécessaire de discuter de ces modèles de façon
très détaillée. Toutefois, une présentation sommaire de deux techniques sera
abordée dans les deux prochaines sections, soit le modèle Naïve Bayes et les
machines à vecteur de support. Une présentation de ces deux techniques a
pour but de démontrer les principales différences entre l’apprentissage ma-
chine traditionnel, les modèles de règles lexicales et l’apprentissage profond
en AS.

1.3.1 Modèle bayésien naïf

Les classificateurs bayésiens (Lewis, 1998 [60]) utilisent le théorème de
Bayes pour examiner les probabilités conditionnelles qui permettent d’in-
verser une condition de manière efficace. Une condition fait référence à la
probabilité que l’événement X se produise, compte tenu de la preuve Y .
Ce principe s’exprime généralement par P (X|Y ). La règle de Bayes cherche
ainsi à déterminer la probabilité d’une occurrence en fonction de la probabi-
lité du résultat opposé et de ses deux composantes isolément, soit P (X|Y ) =

P (X)P (Y |X)/P (Y ). Dans le contexte de l’apprentissage supervisé, cette for-
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mulation se veut utile dans le but d’estimer la probabilité que quelque chose
se produise basé sur un ensemble d’exemples.

Appliquée pour de la modélisation d’AS, soit C l’ensemble des n classes
d’un document à classer. Le modèle cherche à connaître la probabilité d’une
classe étant donné un document. Le classificateur Naïve Bayes (NB) est
dérivé en observant la règle de Bayes comme suit,

P (c|d) = P (c)P (d|c)
P (d)

, (1.5)

où P (d) ne joue aucun rôle dans la sélection de c. Pour estimer le terme
P (d|c), les classificateurs NB le décomposent en supposant que les caracté-
ristiques fi (features) sont conditionnellement indépendantes compte tenu
de la classe d. Basé sur l’hypothèse conditionnelle de l’indépendance de ces
caractéristiques, le modèle calcule la probabilité postérieure d’une classe, en
utilisant la distribution des mots dans le document, de tel sorte que l’équation
(1.5) pourrait être réécrite comme suit,

PNB(c|d) :=
P (c)(

∏m
i=1 P (fi|c)ni (d)
P (d)

. (1.6)

Un avantage clé de l’utilisation du modèle NB est sa simplicité et sa facilité
d’implémentation. Tel que mentionné à la Section 1.2.1, il est possible d’ef-
fectuer une modélisation NB à même la bibliothèque Texblob. Par contre, un
désavantage est dans le fait que le modèle suppose que les caractéristiques
sont indépendantes, ce qui ne sera pas nécessairement le cas dans bien des
situations (Birjali et al., 2021 [10]). Néanmoins, cette technique connaît un
niveau de succès considérable et continue d’être utilisée pour diverses tâches
AS (Hasan et al., 2015 [40] ; Novendri et al., 2020 [79]).
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1.3.2 Machines à vecteurs de support

Les machines à vecteurs de support (ou SVM de leur acronyme anglo-
phone) sont utilisées pour la catégorisation de texte traditionnelle depuis déjà
plus de vingt ans (Joachims, 1998 [51]). Le modèle s’appuie sur un système à
grande marge au lieu de la mesure probabiliste des classificateurs NB. Tout
comme la régression logistique, les SVM sont de nature fondamentalement
binaire, donc mieux adaptés pour des analyses du sentiment à deux classes
(négatif ou positif). L’idée de base derrière le processus d’entraînement est
de trouver l’hyperplan, soit le sous-espace vectoriel de la co-dimension 1 d’un
espace vectoriel, représenté par le vecteur w⃗, qui non seulement sépare les
vecteurs de document d’une classe de ceux de l’autre, mais dont la sépara-
tion, ou la marge, est aussi large que possible. Cette recherche correspond
à un problème d’optimisation sous contrainte ; dont l’objectif est de faire en
sorte que cj ∈ {1,−1} (positif ou négatif) puisse correspondre à la prédic-
tion exacte de la classe du document dj. L’implémentation de la solution
analytique du modèle peut s’écrire comme suit,

w⃗ :=
∑
j

αjcjd⃗, αj ≥ 0, (1.7)

où αj est obtenu en résolvant un problème d’optimisation duale. Lorsque αj

est supérieur à zéro, les éléments dj sont appelés des vecteurs de support, car
ce sont les seuls vecteurs de document contribuant à w⃗. La classification des
instances de test consiste simplement à déterminer de quel côté de l’hyperplan
de w⃗ elles vont tomber. Lors du processus d’entraînement, sur un ensemble
de données d’exemples ayant L points d’apprentissage, il est convenu que
chaque entrée xi a D attributs (soit d’une dimensionnalité D) et sera trié
par grande marge dans l’une des deux classes de la variable cible yi = -1 ou
+1, soit positif ou négatif. Tel que démontré à la Figure 1.7, on suppose que
les données sont linéairement séparables, ce qui signifie qu’il est possible de
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Figure 1.7 – Hyperplan à travers des classes linéairement séparables
(Image : Papadonikolakis et al. [82])

tracer une ligne sur un plan cartésien de x1 vs x2, séparant ainsi les deux
classes lorsque D = 2, ce qui retourne un hyperplan pour les éléments de
x1, x2 · · ·xD lorsque D >2.

Quoique les SVM soient généralement utilisées pour résoudre des pro-
blèmes de prédictions binaires, Śmieja et al. (2019) [94] ont développé une ap-
proche pouvant aussi accommoder une troisième classe de sentiment neutre.
Depuis l’émergence de l’AS au courant des quinze dernières années, de nom-
breuses études ont utilisé les SVM pour effectuer diverses tâches d’analyse
du sentiment. D’ailleurs, les SVM et les classificateurs NB ont fréquemment
fait l’objet d’une analyse comparative de la performance. Dans bien des cas,
les SVM s’avèrent supérieures. Par exemple, Rana et Singh (2016) [89] ont
analysé des critiques de films en utilisant des SVM linéaires contre des classi-
ficateurs Naïve Bayes. Leurs résultats montrent que la méthode SVM linéaire
a fourni la meilleure précision.
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1.4 Apprentissage profond

Au cours des 10 dernières années, l’apprentissage par réseaux de neurones
profond a fait des percées importantes dans le domaine de l’intelligence arti-
ficielle. Ses performances ont révolutionné de nombreux domaines d’applica-
tion, à commencer par la vision par ordinateur, puis la reconnaissance vocale
et, plus récemment, le NLP, incluant la classification de texte et l’analyse du
sentiment. Les prochaines sous-sections vont présenter un survol fonctionnel
des techniques d’apprentissage profond et de leur implémentation dans le
contexte de l’AS.

1.4.1 Réseau de neurones profonds

Sur la base des topologies de réseau, les réseaux de neurones peuvent
généralement être classés en réseaux de neurones à action directe et en ré-
seaux de neurones récurrents/récursifs, qui peuvent également être mélangés
et appariés. L’architecture de base de l’apprentissage profond comporte un
réseau de neurones multicouches de propagation directe (Kowsari et al., 2017
[56]). Un exemple simple d’un réseau neuronal est donné à la Figure 1.8, qui
se compose des trois couches essentielles L1, L2 et L3. La première couche
d’entrée, L1, correspond à un vecteur d’entrée (x1, x2, x3) et au terme du
biais à l’interception +1. L’ajout d’un biais réduit la variance et introduit
de la flexibilité et une meilleure généralisation du réseau de neurones. Sans
la présence du biais, le réseau effectue simplement une multiplication matri-
cielle sur les entrées et les poids. Cela peut facilement mener au problème de
sur-ajustement du modèle à l’égard d’un ensemble de données. Le biais per-
met de déplacer le résultat de la fonction d’activation vers le côté positif ou
négatif, tout dépendant de la tâche et du problème que le réseau est appelé
à résoudre.

La troisième couche L3 est la couche de sortie, qui correspond au vecteur
de sortie (S1). Il y a entre les deux une couche cachée L2, dont la sortie n’est
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Figure 1.8 – Réseau de neurones à propagation directe

pas visible en tant que sortie réseau. Plus spécifiquement, une couche cachée
dans un réseau de neurones est celle qui traite un ensemble d’entrées pondé-
rées pour en produire une sortie par l’entremise d’une fonction d’activation.
La «magie» des réseaux de neurones profonds provient des capacités accrues
des ordinateurs d’aujourd’hui à construire et à traiter un très grand nombre
de couches cachées, d’où le terme apprentissage profond.

Dans la Figure 1.8, chaque cercle de L1 représente un élément dans le
vecteur d’entrée, tandis qu’un cercle dans L2 ou L3 représente un perceptron,
soit l’élément de calcul de base d’un réseau de neurones. Ce calcul est mieux
connu sous le nom d’une fonction d’activation. La ligne tracée entre deux
neurones représente une connexion pour le flux d’informations. Un réseau
entièrement connecté signifie que chaque nœud ou neurone d’une couche L

est liée à chaque autre neurone de la couche suivante.
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1.4.1.1 Fonctions d’activation

Dans un réseau, chaque connexion est associée à un poids, soit la va-
leur contrôlant le signal entre deux neurones. L’apprentissage d’un réseau de
neurones est réalisé en ajustant les poids entre les neurones avec les informa-
tions qui les traversent. Les neurones lisent la sortie des neurones de la couche
précédente, traitent les informations, puis génèrent une sortie vers les neu-
rones de la couche suivante. Le réseau s’organise de telle sorte à modifier les
pondérations en fonction des exemples d’apprentissage (xi, yi). Suite au pro-
cessus d’apprentissage, il obtiendra une forme complexe d’hypothèses hw,b(x)

qui s’ajuste aux données. La couche cachée calcule la fonction d’activation f

pour chaque neurone de L2 pour l’entrée x1, x2 , x3 et l’interception +1 de
L1, ce qui retourne une nouvelle valeur issue de f(W tx) = f(

∑3
i=1Wixi + b)

pour laquelle Wi sont les poids des connexions ; b est l’ordonnée à l’origine
ou le biais, sachant que f sera souvent non linéaire. Les choix courants de
f sont notamment la fonction sigmoïde, la fonction tangente hyperbolique
(tanh) ou la fonction linéaire rectifiée (ReLU). Leurs équations respectives
sont les suivantes (Szandała, 2021 [99]),

f(W t
x) = sigmoid(W t

x) =
1

1 + e(−W t
x)
, (1.8)

f(W t
x) = tanh(W t

x) =
eWx

t − e−W t
x

eWx
t + e−W t

x

, (1.9)

f(W t
x) = ReLU(W t

x) = max(0,W t
x). (1.10)

La fonction sigmoïde ou logistique prend un nombre à valeur réelle et
l’écrase à une valeur comprise entre 0 et 1. Cette fonction a longtemps été
populaire en raison de son interprétation simple comme taux de déclenche-
ment d’un neurone : à 1 le neurone tir, à 0 non. Mais le désavantage de
sigmoïde est que ses activations peuvent facilement saturer à la queue de 0
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ou 1, où les gradients sont presque nuls et le flux d’informations s’en voit
ainsi coupé. De plus, sa sortie n’est pas centrée sur zéro, donc lors de l’en-
traînement, ceci peut introduire une dynamique de zigzag indésirable dans
les mises à jour du gradient au moment de la rétropropagation des poids de
connexion.

La fonction tanh est une alternative à la fonction sigmoïde dont la plage
de sortie a l’avantage d’être centrée sur zéro, soit [-1 , 1] au lieu de [0, 1]. La
fonction ReLU, qui a gagné en acceptance ces dernières années, va un peu
plus loin en ne seuillant à zéro que lorsque l’entrée est inférieure à 0. Par rap-
port à la fonction sigmoïde et tanh, ReLU est facile à calculer, plus rapide à
converger durant l’entraînement et aura tendance à donner de meilleures per-
formances dans les réseaux de neurones en général (Bos et Schmidt-Hieber,
2022 [12]).

En ce qui a trait à la couche de sortie L3, particulièrement pour une
tâche comme la classification de texte, une fonction exponentielle normalisée
appelée softmax est utilisée, laquelle se veut être une généralisation de la
fonction logistique. À la couche de sortie, la fonction softmax a pour but
d’écraser un vecteur K-dimensionnel X de valeurs réelles, mais arbitraires,
afin de le transformer en un vecteur K-dimensionnel σ(X) de valeurs réelles
dans la plage (0, 1), dont la somme est 1. La définition de la fonction est la
suivante (Wang et al., 2018 [105]),

σ(X)j =
exj∑K
k=1 exk

, (1.11)

où j = (1, · · · , k) est la recherche du argmax pour 1 ≤ j ≤ K . Générale-
ment, le softmax est utilisé dans la dernière couche de sortie lors de la tâche
de classification du réseau de neurones. Cette fonction peut être imaginée
comme une combinaison de plusieurs sigmoïdes qui peuvent renvoyer la pro-
babilité d’un point de données appartenant à chaque classe individuelle dans
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un problème de classification multiclasses.

1.4.1.2 Descente de gradient stochastique

Finalement, lorsque le modèle a traversé les trois niveaux du réseau de
neurones, soit l’entrée, la couche cachée et la sortie, une fonction de coût,
soit la descente de gradient stochastique (DGS) est utilisée pour effectuer
la rétropropagation itérative des gains d’information obtenus par la passe
ou l’époque précédente. Le DGS est généralement utilisé pour minimiser la
perte d’entropie croisée, soit la fonction de perte pour la sortie softmax.
Ce processus est réalisé de manière itérative sur des lots de données tirées
aléatoirement. Chaque fonction objective minimisée de cette manière est une
approximation de la fonction objective globale. L’équation suivante généralise
cette méthode :

θt+1 ← θt − η
1

Bs

Bs∑
i=1

∇θJ
i
j(θt, x

i
t, y

i
t), (1.12)

où Bs est la taille du lot, Bt = (xi
t, y

i
t)i ∈ [|1, Bs|] est le lot de données

tirées à l’étape t, xi
t et yit sont respectivement la donnée de la vérité terrain

et la donnée estimée dans ce lot, et Jt = 1
Bs

∑Bs

i=1 J
i
t est l’approximation

stochastique de la fonction de coût global à l’étape t sur le lot Bt, décomposée
en somme de fonctions différentiables J i

t liées à chaque paire (xi
t, y

i
t). De plus,

sur un vecteur de caractéristiques V , un paramètre λ est appliqué, dont le
rôle est de contrôler la quantité de régularisation appliquée à la pondération
des poids w, notamment la norme ℓ2 (la régression de Ridge). La vitesse
de convergence du modèle est indiquée par le taux d’apprentissage η, qui
est un hyperparamètre dont le rôle est de contrôler, un pas à la fois, à quel
point les poids d’un réseau doivent être ajustés par rapport au gradient de
perte. Plus la valeur est faible, plus l’apprentissage est lent sur la pente
descendante. En résumé, compte tenu l’entraînement d’une donnée entrante
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S et de l’initialisation de l’apprentissage par σ, l’implémentation finale du
processus DSG reflète les étapes de l’algorithme 1 (Zinkevich et al., 2010
[124]).

Algorithm 1: Descente du gradient stochastique
Input: Entraînement de la donnée S, paramètre de régularisation λ,

taux d’apprentissage η, initialisation σ

Output: Paramètres du modèle θ = (w0,w,J)

w0 ← 0 ; w← (0, . . . , 0) ; V ∼ N (0, σ);
repeat

for (x, y) ∈ S do
w0 ← w0 − η( ∂

∂w0
l(y(x | θ), y) + 2λ0w0);

for i ∈ {1, . . . , p} ∧ xi ̸= 0 do
wi ← wi − η( ∂

∂wi
l(y(x | θ), y) + 2λw

πwi);
for f ∈ {1, . . . , k} do

vi,f ← vi,f − η( ∂
∂vi,f

l(y(x | θ), y) + 2λv
f,π(i)vi,f );

end

end

end

until fin atteinte lorsque le critère est rencontré;

1.4.1.3 Optimisation Adam

Le gradient, parmi d’autres paramètres, peut être optimisé à l’aide d’un
algorithme comme (Adaptive Moment Estimation) ou Adam, qui calcul les
moyennes courantes des gradients et des seconds moments des gradients.
Étant donné les paramètres des poids w(t) et une fonction de perte L(t), où
t indexe l’itération d’entraînement du moment m actuelle (indexée à 0), la
mise à jour des paramètres d’Adam est donnée par (Jais, 2019 [50]) :

θt+1 = θt −
η√

v̂t + ϵ
m̂, (1.13)
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où ϵ est un petit scalaire (par exemple 10−8) utilisé pour empêcher la division
par 0. Pour estimer les moments, Adam utilise des moyennes mobiles expo-
nentielles, calculées sur le gradient évalué sur un mini-lot actuel, exprimé par
les moyennes mobiles du gradient et du gradient au carré :

mt = β1mt−1 + (1 + β1)gt

vt = β2vt−1 + (1 + β2)g
2
t ,

(1.14)

où m et v sont des moyennes mobiles, g est un gradient sur le mini-lot actuel,
β1 (par exemple 0.9) et β2 (par exemple 0.999) sont les facteurs d’oubli pour
les gradients et les seconds moments des gradients, respectivement. La mise
au carré (equ. 1.14) et la racine carrée (equ. 1.13) se font élément par élément.

1.4.1.4 Dropout

Pour optimiser le réseau davantage, particulièrement dans le but de ré-
duire le sur-ajustement, il est possible d’introduire un peu de bruit avec la
technique d’abandon de neurones, mieux connue sous le nom de dropout (Sri-
vastava et al., 2014 [95]). Cette technique a beaucoup gagné en popularité
depuis quelques années, surtout à cause de sa grande efficacité. Le fonction-
nement d’un dropout ressemble un peu aux auto-encodeurs introduit à la
section 1.1.4. L’idée maîtresse est d’abandonner aléatoirement certains neu-
rones dans les couches cachées, pour restreindre le flux d’informations lors de
l’entraînement. Les neurones abandonnées auront alors une valeur de zéro.
La fraction de neurones à mettre à zéro est connue sous le nom de taux
d’abandon, rd. Les neurones restants voient leurs valeurs multipliées par 1

1−rd

afin que la somme globale des valeurs des neurones reste la même. La Figure
1.9 montre visuellement le principe d’amincissement d’un réseau par dropout.

Comme pour plusieurs des composantes d’un réseau de neurones pré-
sentées jusqu’à maintenant, il existe un grand nombre d’itérations de cette
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Figure 1.9 – Effet de la technique Dropout (Image : Wang et al. [106])

technique. Mais l’implémentation vanille d’un abandon pendant l’apprentis-
sage est défini comme suit (Hahn et al., 2020 [37]) :

y = f(Wx ◦m), mi ∼ Bernoulli(1− p), (1.15)

où y est la sortie de la couche, f(·) est la fonction d’activation, W est la
matrice de pondération de la couche, x est l’entrant de la couche et m est le
masque de suppression de la couche, chaque élément mi étant égal à 0 avec la
distribution Bernoulli de probabilité discrète p. Une fois entraînée, la sortie
de la couche est exprimée par,

y = (1− p)f(Wx). (1.16)

Cette contrainte force le réseau à «réfléchir» un peu plus fort, en lui enlevant
certaines parties de la réponse cible. L’abandon est maintenu lors de la trans-
mission directe et la rétropropagation. Les gradients pour chaque paramètre
sont ensuite moyennés sur les cas d’entraînement dans chaque mini-lot. Tout
cas d’apprentissage qui n’utilise pas un paramètre contribue à un gradient
de zéro pour ce paramètre. Tel que montré à la Figure 1.10, la variance addi-
tionnelle causée par le bruit de l’abandon dans la zone de saturation a pour
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Figure 1.10 – Bruit de l’abandon dans la zone de saturation (Image : Hahn
et Choi [37])

effet de déplacer la valeur nette vers la gauche ou la droite, ce qui augmente
la probabilité d’avoir plus d’informations pour le gradient (Hahn et Choi,
2020 [37]).

En accélérant ainsi le flux d’informations de gradient dans un réseau,
surtout lorsqu’il y a un grand nombre de couches cachées, le modèle réduit le
potentiel de sur-ajustement (Wu et Gu, 2015 [110]), se dirigeant plus rapide-
ment vers la généralisation. En quelque sorte, tout comme le biais à l’entrée
du réseau cherche à réduire la variance pour ajuster l’interception, l’aban-
don fait l’inverse à la couche de sortie, mais dans le but de mieux «guider»
l’apprentissage du gradient.

Ces quelques exemples de techniques d’optimisation des réseaux de neu-
rones font partie d’un domaine très actif de la recherche en intelligence arti-
ficielle. Les différentes composantes présentées dans cette section se veulent
donc un survol très «vanille» de leur fonctionnement. Les paramètres d’opti-
misation spécifiques aux résultats des expériences conduites pour ce mémoire
seront présentés dans la section dédiée à cet effet.
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Figure 1.11 – Implémentation AS par apprentissage profond (Image : Dang
et al. [19])

1.4.1.5 Implémentation en AS

En conclusion, tenant compte de l’ensemble de ces composantes à propos
d’un réseau de neurones appliqué à la classification de texte pour l’AS, il
faut savoir que la couche initiale d’entrée du modèle peut être construite
par l’entremise d’une méthode d’extraction de caractéristiques traditionnelle
telle que TF-IDF ou par l’enchâssement de mots (Section 1.1.4), pour ensuite
initialiser une connexion avec la première couche cachée du réseau. La couche
de sortie sera égale au nombre de classes pour la classification multiclasses
ou à une seule pour la classification binaire (positif ou négatif). La Figure
1.11 montre une vue d’ensemble de bout en bout de l’implémentation d’un
modèle d’apprentissage profond pour l’AS binaire.

Ces explications générales ont eu pour but de donner un portrait à haut
niveau de l’implémentation de l’AS par apprentissage profond à partir des
premiers principes. Tout comme pour les techniques d’optimisation et les pa-
ramètres, il existe une vaste gamme d’architectures de réseaux de neurones
à exploiter. Dans le cadre de ce mémoire, seules les architectures de réseaux
récurrents et LSTM seront présentées plus en détails. Ces deux architec-
tures ont pavé le chemin vers le développement des solutions de réseaux de
neurones par transformer. Par conséquent, une compréhension de leur archi-
tecture va contribuer à mieux contextualiser l’usage des transformers lors de
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Figure 1.12 – Réseau de neurones récursif (Image : Dang et al. [19])

la présentation des expériences.

1.4.2 Réseaux de neurones récurrents

Le réseau de neurones récurrent (RNR) est une classe de réseaux de
neurones dont les connexions entre les neurones forment un cycle dirigé.
Contrairement aux réseaux de neurones à propagation directe, un RNR peut
utiliser sa «mémoire» interne pour traiter une séquence d’entrées, ce qui l’a
longtemps rendu populaire pour le traitement d’informations séquentielles.
Ladite mémoire signifie que le RNR effectue la même tâche pour chaque élé-
ment d’une séquence, chaque sortie dépendant de tous les calculs précédents,
ce qui revient à «se souvenir» des informations sur ce qui a été traité jusqu’à
présent.

Le graphique de gauche de la figure 1.12 est un réseau déplié avec des
cycles, tandis que le graphique de droite est un réseau de séquences plié
avec trois pas de temps. La longueur des pas de temps est déterminée par la
longueur de l’entrée. Par exemple, si la séquence de mots à traiter est une
phrase de six mots, le RNR serait déplié en un réseau de neurones à six pas
de temps ou couches. Une couche correspond à un mot. Dans la figure 1.12,
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xt est le vecteur d’entrée au pas de temps t. L’état caché ht au pas de temps
t est calculé sur la base de l’état caché précédent et de l’entrée au pas de
temps actuel (Wang et al., 2016 [107]), ceci est exprimé par,

ht = f(whhht−1 + whxht). (1.17)

Dans l’équation (1.17), la fonction d’activation f est généralement la fonction
tanh ou la fonction ReLU. La matrice de pondération whx est utilisée pour
conditionner l’entrée xt. La matrice de poids whh est utilisée pour condition-
ner l’état caché précédent ht−1. La distribution yt est la probabilité de sortie
sur le vocabulaire à l’étape t. Par exemple, pour prédire le mot suivant dans
une phrase, il faut passer par un vecteur de probabilités sur l’ensemble du
vocabulaire des mots afin de satisfaire,

yt = softmax(wyhht). (1.18)

L’état caché ht est considéré comme la mémoire du réseau. Il capture
des informations sur ce qui s’est passé dans toutes les étapes de temps pré-
cédentes. Le calcul de yt se fait uniquement sur la base de la mémoire ht à
l’instant t depuis la matrice de poids correspondante wyh. Contrairement à
un réseau de neurones à propagation directe, qui utilise des paramètres diffé-
rents à chaque couche, le RNR partage les mêmes paramètres (whx, whh, wyh)

à toutes les étapes. Cela signifie qu’il exécute la même tâche à chaque étape,
mais avec des entrées différentes. Cette opération réduit considérablement le
nombre total de paramètres nécessaires à l’apprentissage. Lors du traitement
de texte, une phrase est modélisée par des jetons traités de façon séquentielle
pour le jeton t0 à la couche cachée h1, c’est-à-dire ht−1. Tel que montré à
la Figure 1.13, ce processus permet au réseau de tenir compte du contexte
positionnel de chaque instance antérieure, produisant une chaîne de séquence
à séquence du pairage de hantérieur et hcourant, dont la propagation prend la
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Figure 1.13 – Une phrase est modélisée sous forme de jetons traités sé-
quentiellement en combinant le jeton courant avec l’état caché précédent à
chaque pas de temps.

forme (t0h1, t1h2 · · · tnhm).

Théoriquement, le RNR peut utiliser les informations dans des séquences
arbitrairement longues, mais en pratique, le RNR standard se limite à regar-
der un nombre limité d’étapes antérieures, et ce en raison du problème du
gradient de fuite ou du gradient d’explosion. Les chercheurs ont développé
des types de RNR plus sophistiqués pour faire face aux lacunes du modèle,
dont l’un des plus populaires en AS est le réseau de mémoire à long court
terme (LSTM).

1.4.3 LSTM

Le réseau de mémoire à long court terme ou LSTM de son acronyme
anglophone (Hochreiter et Schmidhuber, 1997 [45]) est un type spécial de
RNR, qui est capable d’apprendre des dépendances à plus long terme. Tous
les RNR ont la forme d’une chaîne de modules répétitifs. Dans le RNR stan-
dard, ce module répétitif a normalement une structure simple. Cependant,
le module répétitif pour LSTM se veut plus complexe. Au lieu d’avoir une
seule couche de réseau neuronal, il y a quatre couches qui interagissent d’une
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Figure 1.14 – Architecture LSTM (Image : Dang et al. [19])

manière particulière. De plus, le réseau a deux états : l’état caché et l’état
de la cellule. La figure 1.14 montre un exemple d’une architecture LSTM à
haut niveau.

Au pas de temps t, LSTM décide d’abord quelles informations il doit
purger de l’état de la cellule. Cette décision est prise par une fonction/couche
sigmoïde σ, appelée la « porte oubliée ». La fonction prend ht1 (sortie de la
couche cachée précédente) et xt (entrée actuelle), et génère un nombre dans
[0, 1], où 1 indique qu’il faut «conserver complètement» et 0 signifie qu’il faut
« purger complètement ». Ce principe s’exprime selon la solution analytique
suivante (Kowsari et al., 2019 [57]),

ft = σ(W fxt + U fht−1). (1.19)

Ensuite, LSTM décide quelles nouvelles informations stocker dans l’état de
la cellule. Cela comporte deux étapes. Tout d’abord, une fonction/couche
sigmoïde appelée la «porte d’entrée», exprimée par l’équation (1.19), décide
des valeurs que LSTM mettra à jour. Ensuite, une fonction/couche tanh crée
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un vecteur de nouvelles valeurs candidates C̃t, qui seront ajoutées à l’état de
la cellule. LSTM combine ces deux opérations pour créer une mise à jour de
l’état,

it = σ(W ixt + U iht−1), (1.20)

C̃t = tanh(W ixt + Unht−1). (1.21)

Au terme de cette opération, il faut mettre à jour l’ancien état de cellule
Ct−1 dans le nouvel état de cellule Ct. Pour la porte oubliée, ft peut contrô-
ler le gradient qui la traverse et permettre des suppressions et des mises à
jour explicites de «mémoire», ce qui aide à atténuer le problème de gradient
de fuite ou d’explosion de gradient dans le RNR standard. Ce contrôle est
effectué comme suit,

Ct = Ft ∗ Ct−1 + it ∗ C̃t. (1.22)

Enfin, LSTM décide de la sortie, qui est basée sur l’état de la cellule.
LSTM exécute d’abord une couche sigmoïde, qui décide quelles parties de
l’état de la cellule doivent être sorties, appelée la «porte de sortie». Fina-
lement, le modèle passe l’état de la cellule à travers la fonction tanh et le
multiplie par la sortie de la porte sigmoïde, de sorte que LSTM ne produit
que les parties qu’il a sélectionnées (Kowsari et al, 2019 [57]), produisant les
opérations suivantes,

ot = σ(W oxt + U oht−1), (1.23)

ht = ot ∗ tanh(Ct). (1.24)

48



Tout comme les RNR, LSTM est couramment appliqué aux données sé-
quentielles mais se prête aussi à des tâches NLP. Une légère variante de LSTM
est la Gated Recurrent Unit ou GRU (Chung et al., 2015 [80]). Elle combine
les portes « oubli » et « entrée » en une seule porte de mise à jour. Elle
fusionne également l’état de la cellule et l’état caché, et apporte quelques
autres modifications.

Toutefois, le grand désavantage des architectures récursives en générale,
incluant LSTM, demeure leur nature intrinsèquement séquentielle, qui les
empêche de paralléliser lors du processus d’entraînement, ce qui devient un
enjeu critique pour des tâches de séquences plus longues, car les contraintes
de mémoire limitent le traitement par lots entre les exemples. C’est princi-
palement ce qui a donné place à l’émergence des réseaux de neurones par
transformer.

Une autre des limites de l’apprentissage de la version vanille des LSTM
est au niveau du contexte des mots dans une même phrase. Cette contrainte
est liée au fait que malgré leur capacité à tenir compte des dépendances à
plus long terme d’une séquence, les LSTM restent unidirectionnels, appre-
nant à «lire» de gauche à droite uniquement (pour les langues occidentales).
Pour tenter de surmonter cette limite, une technique bidirectionnelle appelée
Bi-LSTM a été développée (Basaldella et al., 2018 [7]). Il s’agit d’un modèle
de traitement de séquence composé de deux LSTM : l’un prenant l’entrée
dans le sens aller et l’autre dans le sens arrière. Les Bi-LSTM augmentent ef-
ficacement la quantité d’informations disponibles sur le réseau, améliorant le
contexte disponible pour l’interprétation des mots (par exemple, savoir quels
mots suivent et précèdent immédiatement un mot dans une phrase). Essen-
tiellement, un réseau Bi-LSTM tente de mieux tenir compte du contexte
d’une phrase et non seulement d’un mot qui en précède un autre, comme
les LSTM unidirectionnels. Toutefois, la bidirectionnalité de l’apprentissage
n’est au final qu’une concaténation des valeurs sortantes dans les deux di-
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rections, ce qui rend le modèle moins efficace que le transformer, qui lui est
réellement agnostique à la direction des mots dans une phrase.

1.5 Réseau de neurones transformer

En 2017, Vaswani et al. [104] ont introduit un concept qui allait signifi-
cativement influencer le domaine du traitement de langage par intelligence
artificielle, il s’agit d’une architecture de réseau de neurones appelée le trans-
former. L’ingrédient «magique» derrière cette architecture, c’est son méca-
nisme d’attention. Ce mécanisme, qui sera présenté plus en détails dans la
prochaine section, remplace complètement son prédécesseur principal, soit
l’unité récursive des RNR/LSTM/GRU. À la base, le transformer est un
modèle de transduction qui opère selon les mêmes principes que les blocs
d’encodage/décodage présentés à la section 1.1.4. Mais cette architecture ap-
porte des améliorations spécifiques qui lui confèrent certains avantages lors
des tâches de classification de texte.

Tout d’abord, l’encodeur est composé de deux couches principales, cha-
cune empilée sur six couches parallèles identiques. La première couche princi-
pale est formée d’un bloc de têtes d’attention multiples, tandis que la seconde
couche est un simple réseau de neurones à propagation directe, laquelle re-
çoit la donnée sortante du bloc d’attention. Le décodeur a une structure
pratiquement identique à celle de l’encodeur. La seule distinction est l’ajout
d’un mécanisme pour empêcher la position d’un enchâssement d’occuper des
positions ultérieures. Ce mécanisme a pour but de s’assurer que les prédic-
tions pour la position i provenant de l’encodeur ne peuvent dépendre que des
sorties connues à des positions inférieures à i. Ce concept se nomme le mas-
quage et représente une troisième couche dans l’architecture du décodeur. Le
fonctionnement plus élargi du masquage sera expliqué à la section 1.5.2. Le
modèle utilise également des mécanismes de connexions résiduelles (He et al.,
2016 [41]) et de normalisation des couches (Xu et al., 2018 [114]), lesquels
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sont ajoutés au niveau de chaque sous-couche d’attention et de propagation
directe dans les blocs encodeur/décodeur.

Ces mécanismes sont appliqués pour chacune des deux sous-couches sé-
parément. La normalisation prend la forme de LayerNorm(x + Sublayer(x)),
où Sublayer(x) est la fonction implémentée par la sous-couche elle-même.
Quoique l’architecture conçue par Vaswani et al. (2017) [104] proposent une
normalisation postérieure (Post-LN) aux sous-couches d’attention et de pro-
pagation directe, Xiong et al. (2020) [112] ont introduit une normalisation
antérieure (Pré-LN). Les architectures plus récentes du transformer préfèrent
l’approche Pré-LN, car pour l’entraînement des transformers plus profonds,
ayant dix couches ou plus, l’approche Post-LN peut devenir instable, ce qui
peut conduire à des enjeux de modélisation affectant entre autres la perfor-
mance des gradients. À noter qu’en Pré-LN, il y a néanmoins une couche
Post-LN finale appliquée à la toute fin d’une passe ou époque dans le ré-
seau. La Figure 1.15 montre un plan rapproché du contraste entre les deux
approches dans l’architecture transformer classique.

En résumé, dans un régime transformer Post LN, soit après chaque
connexion résiduelle, si on considère que x est un entrant de la sous-couche,
et 𭟋(x) est la sous-couche, c’est-à-dire un réseau de propagation directe ou
une attention multi-têtes, le mécanisme se défini comme suit,

PostLN(x) = LN(x+𭟋(x)), (1.25)

sachant que LN(x) est la fonction de normalisation de couche. En re-
vanche, Pré-LN place la normalisation de couche avant l’entrée des sous-
couches, de telle sorte que,

PreLN(x) = x+𭟋(LN(x)). (1.26)
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Figure 1.15 – Comparatif Pre-LN, Post-LN (Image : Xiong et al. [112])

L’usage d’une normalisation des couches est motivé par le fait que des
changements dans la sortie d’une couche auront tendance à provoquer des
changements hautement corrélés dans les entrées additionnées à la couche
suivante, particulièrement avec les unités ReLU, dont les sorties peuvent
changer considérablement (Xu et al., 2018 [114]). Ce problème de «décalage
co-variable» peut être réduit en fixant la moyenne et la variance des en-
trées additionnées dans chaque couche. Ce mécanisme de normalisation fut
initialement développé pour les RNR. Le calcul des statistiques de la normali-
sation des couches sur toutes les unités cachées d’une même couche s’exprime
comme suit (Xu et al., 2019 [114]) :

µl =
1

H

H∑
i=1

ali σl =

√√√√ 1

H

H∑
i=1

(ali − µl)2, (1.27)
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où H désigne le nombre d’unités masquées dans une couche, de telle sorte que
toutes les unités cachées dans une couche l partagent les mêmes termes de
normalisation µ et σ, mais différentes instances d’entraînement vont générer
des termes de normalisation différents. Appliquées à des couches d’attention
et de propagation directe, Vaswani et al. (2017) [104] ont démontré que cette
technique va à l’architecture transformer comme un gant.

De plus, pour faciliter lesdites connexions résiduelles entre les différentes
couches parallèles d’attention et de propagation directe, toutes les sous-
couches du modèle, ainsi que les couches d’enchâssements, produisent des
sorties d’une dimension fixe dmodel = 512. La contrainte de 512 s’applique au
niveau de la taille maximum du lot de jetons pouvant constituer une prédic-
tion pour une séquence de texte donnée. Si une séquence dépasse la limite,
une troncature est appliquée. Lorsque la séquence est inférieure à la limite,
un rembourrage de jetons [0,0,...,0] est ajouté, donnant lieu à une dimension
fixe pour toutes les séquences. Cette contrainte fait en sorte que les modèles
issus de l’architecture transformer, dont BERT, ne peuvent pas directement
traiter un document dense (> 512). Il faut appliquer une forme de découpage
et d’agrégation pour le traitement de textes plus longs. Cette contrainte aura
une incidence directe sur l’une des analyses présentées à la section 3.3.

En ce qui a trait à l’enchâssement initial des mots, un modèle d’appren-
tissage est placé juste en amont de l’encodeur, son rôle est justement de
convertir les jetons entrants en un vecteur de dimension dmodel = 512. Ces
enchâssements utilisent une transformation linéaire apprise en combinaison
avec la fonction softmax. Dans le bloc décodeur, le masquage fait en sorte
de convertir les enchâssements sortants en probabilités prédites du prochain
jeton. Au sein de chaque couche d’enchâssement, le modèle utilise une même
matrice de poids et de transformation pré-softmax linéaire. Ces poids sont
ensuite multipliés par

√
dmodel.

Mais avant de se rendre dans le bloc d’attention à têtes multiples, les
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enchâssements de mots doivent passer par un mécanisme d’encodage posi-
tionnel. Ce processus est nécessaire pour s’assurer que le modèle mémorise la
position exacte de chaque jeton vectorisé pour chaque séquence dmodel = 512.
Ce processus est motivé par le fait que contrairement à un réseau RNR,
l’architecture d’un transformer n’a pas de récurrence, le modèle n’a aucune
notion de l’ordre dans la séquence. Comme l’ordre des mots est important
pour le sens des phrases, il est nécessaire de rendre compte de la position spé-
cifique des jetons ou des mots. C’est pour cela que l’architecture du modèle
ajoute un vecteur représentant la position à chaque enchâssement de mots
d’entrée. Ces enchâssements peuvent être définis comme le i-ème mot dans
la séquence, noté xi ∈ Rd. Pour encoder la position du i-ième mot dans la
séquence, le vecteur de position pi ∈ Rd peut être défini comme suit :

pi(2j + 1) := cos( i

10000
2j
p

)

pi(2j) := sin( i

10000
2j
p

),
(1.28)

pour tout j ∈ {0, 1, · · · , ⌊d/2⌋}, où pi(2j + 1) et pi(2j) désignent respective-
ment les éléments pairs et impairs de pi.

Tenant compte de toutes les étapes précédentes présentées jusqu’à main-
tenant, à l’étape finale de l’architecture du transformer, la pile de déco-
deurs produit un vecteur de flottants qui seront convertis à nouveau en mots.
Ceci est accompli par une simple couche de correspondance linéaire, suivie
d’une couche softmax. La couche linéaire est un réseau neuronal entièrement
connecté qui projette le vecteur produit par la pile de décodeurs dans un
vecteur beaucoup plus grand, appelé le vecteur des logits. La couche softmax
transforme ensuite ces scores en probabilités (toutes positives, totalisant 1,0
pour chaque classe). La cellule avec la probabilité la plus élevée est choisie,
et la séquence qui lui est associée est produite en sortie pour ce pas de temps.
Dans une tâche d’AS, cette sortie correspond à une classe de sentiment, soit
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Figure 1.16 – Architecture du modèle transformer (Image : Vaswani et al.
[104])

positive, négative ou neutre. La Figure 1.16 donne une vue d’ensemble de
l’architecture transformer de bout en bout, telle que conçue initialement par
Vaswani et al. (2017) [104].

Dans la section suivante, il sera question de l’ingrédient «magique» de
cette architecture, soit le mécanisme d’auto-attention. Il faut noter qu’un
bon nombre de modèles d’attention ont précédé le transformer. Toutefois, le
transformer est la première architecture neuronale reposant presque entière-
ment sur ce mécanisme.
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1.5.1 Mécanisme d’auto-attention

Tel que présenté à la section 1.1.4, les méthodes populaires de représen-
tation des mots, telles que Word2vec (Mikolov et al., 2013 [73]) et GloVe
(Pennington et al., 2014 [83]), apprennent les mots un à la fois, sans réelle-
ment tenir compte du plein contexte d’une séquence. Cependant, pour bien
comprendre une séquence de texte, et non seulement le sens unitaire d’un
mot, il faut un type d’enchâssement qui tient «intelligemment» compte de la
relation contextuelle intrinsèque entre les mots. Sans quoi, un modèle NLP
ne sera pas en mesure de surmonter certains des principaux défis énoncés à la
section 1.1.3, comme la détection du sarcasme, les anaphores et coréférences,
la gestion des termes de négation, etc. En analyse du sentiment, toutes ces
subtilités du langage sont fondamentales à la bonne compréhension d’un mo-
dèle.

Pour illustrer l’importance du contexte, voici deux phrases en anglais qui
contiennent le mot : «Apple», soit «Apple Inc performed well this year» et
«Apple fruits are exported to various countries». Dans la première phrase,
Apple fait référence à la société technologique Apple, dont le siège est aux
États-Unis, tandis que dans la deuxième phrase, Apple fait référence au fruit,
avec une signification complètement différente. Sans mécanisme d’attention,
les encodeurs comme Word2vec produiront le même enchâssement pour le
mot Apple dans ces deux contextes très différents, car le modèle opère sur
un mot à la fois de manière isolée. Par conséquent, sa position vectorielle ne
tient pas compte de la séquence spécifique à laquelle le mot appartient. Ce
problème met en évidence le besoin d’une technique d’enchâssement capable
de contextualiser adéquatement un mot comme «Apple». C’est précisément
le rôle de l’auto-attention.

Au sein de l’architecture transformer, l’auto-attention est généralement
définie comme un mécanisme qui utilise des corrélations pondérées entre les
éléments de la séquence d’entrée. Grâce à la parallélisation des têtes d’atten-
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Figure 1.17 – Récupération de requête dans une base de données

tion multiples, chaque mot de la séquence est analysé à la lumière de chaque
autre mot, en même temps. Au fur et à mesure que le modèle traite les mots,
tout en tenant compte de leur codage positionnel à l’entrée, l’auto-attention
permet d’utiliser les autres positions dans la séquence comme indices qui
peuvent conduire à un encodage plus raffiné d’un mot singulier. En d’autres
termes, le modèle tient mieux compte du voisinage de chaque mot dans une
phrase.

La première étape du calcul de l’attention consiste à créer trois vecteurs
à partir de chacun des vecteurs d’entrée de l’encodeur, c’est-à-dire l’enchâs-
sement de chaque mot. Ainsi, tous les mots d’une séquence vont reçevoir des
vecteurs qui se nomment Query (Q), Key (K) et Value (V). Ces vecteurs sont
plus ou moins une abstraction analogique inspirée des principes d’une base
de données. Tel que montré à la Figure 1.17, le processus implique des clés et
des valeurs où une requête est effectuée à travers un ensemble de clés pour ré-
cupérer une valeur (Garcia-Molina et al., 2008 [33]). Chaque vecteur est créé
en multipliant l’enchâssement d’un mot par trois matrices qui elles-mêmes
seront entraînées lors du processus d’apprentissage.

Ces nouveaux vecteurs Q, K, V ont une dimension plus petite que le
vecteur d’enchâssement initial. Leur dimensionnalité est de 64, tandis que les
vecteurs d’entrée/sortie ont une dimensionnalité dmodel = 512. Selon Vaswani
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et al. (2017) [104], la taille 64 est un choix d’architecture discrétionnaire et
non obligatoire. Le but est de rendre le calcul de l’attention multi-têtes plus
constant, aidant ainsi à stabiliser le réseau.

Suivant l’analogie de la requête d’une base de données, le mécanisme peut
généraliser la définition dure de la récupération de requête à une récupéra-
tion de requête souple, où plusieurs clés, plutôt qu’une seule, peuvent être
associées à une même requête. Pour cela, la similarité de la requête Q est cal-
culée avec toutes les clés K pour voir quelles clés sont les plus similaires à la
requête. Dans une séquence x, la récupération de requête peut être formulée
comme suit (Tarantino et al., 2019 [102]) :

qi = w⊤q xivi = w⊤v xiki = w⊤k xi, (1.29)

où xi est le i-ème élément de X et wq, wv et wk sont les projections linéaires
qui mappent le i-ème élément à la requête, la valeur et la clé respective-
ment. La requête, la valeur et la clé ont une dimensionnalité 1 x dmodel, où
dmodel est un hyperparamètre. Au final, le mécanisme exploite les multiplica-
tions matricielles, calculant ainsi l’attention sur l’ensemble des requêtes de
la séquence :

Attention(Q,K, V ) = softmax(
QK⊤√

dk
)V. (1.30)

Cette formule entre en jeu lorsque la sous-couche multi-têtes d’atten-
tion reçoit le vecteur d’enchâssements de mots d’une séquence de l’espace
de dimension dmodel, laquelle est représentée sous la forme {xi ∈ Rd}ni=1.
Mais le mécanisme d’auto-attention est en lui-même agnostique de la mé-
thode d’enchâssement. Il est donc possible d’utiliser un vecteur d’entrée à
partir de n’importe quel modèle comme Word2vec, WordPiece ou GloVe.
Une fois les enchâssements reçus dans le bloc d’attention, la requête, la clé
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et la valeur vont projeter les mots dans des sous-espaces p-dimensionnels,
p-dimensionnels et r-dimensionnels, respectivement :

Rp ∋ qi = W⊤
Qxi, (1.31)

Rp ∋ ki = W⊤
Kxi, (1.32)

Rr ∋ vi = W⊤
V xi, (1.33)

où WQ ∈ Rd×p, WK ∈ Rd×p et WV ∈ Rd×r sont les matrices de projection dans
les sous-espaces concernés pour la requête, la clé et la valeur de dimension
réduite. Dans l’éq. (1.30), l’opérateur softmax a le rôle d’appliquer un score
sur chaque ligne de sa matrice d’entrée afin que chaque ligne soit égale à un.
Le score est calculé en prenant le produit scalaire du vecteur de requête (Q)
avec le vecteur clé (K) pour chaque mot de la séquence d’une ligne. Suivant
cette logique, le traitement de l’auto-attention d’un mot en position n ° 1 est
le premier score du produit scalaire de q1 et k1. Le deuxième score serait le
produit scalaire de q1 et k2 de la même séquence, ainsi de suite pour le reste
de la séquence. La Figure 1.18 est une visualisation du poids de chaque score
de chaque mot pour chaque autre mot d’une phrase. Les lignes plus denses
expriment un score softmax plus élevé et les lignes pâles un score plus faible.

Au lieu d’effectuer une seule fonction d’attention à la fois, le modèle pro-
jette linéairement les requêtes, les clés et les valeurs h fois avec différentes
projections apprises vers dq, dk et dv dimensions, respectivement. Chaque
projection ayant un poids différent, le processus d’apprentissage des pon-
dérations s’en voit significativement accéléré. Sur chacune de ces versions
projetées des requêtes, des clés et des valeurs, le transformer effectue en-
suite la fonction d’attention en parallèle, produisant des valeurs de sortie
dv-dimensionnelles. Celles-ci sont concaténées et à nouveau projetées, ce qui
donne les valeurs finales, comme illustré à la figure 1.19.
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Figure 1.18 – Correspondance des poids par croisements de mots (Image :
Vaswani et al. [104])

Ce mécanisme d’attention s’est avérée efficace dans de nombreuses tâches
de traitement du langage naturel. Récemment, de nombreux chercheurs ont
commencé à étudier l’interprétabilité de l’attention sur les tâches NLP. En
effet, les principes derrière la grande efficacité du mécanisme ne sont pas en-
core bien compris du point de vue des mathématiques. Certaines analyses ont
attribué l’efficacité de l’attention aux pondérations locales qui reflètent l’im-
portance des représentations d’entrée. D’autres suggèrent que le processus de
mise à jour du gradient vérifie son comportement à l’approche d’un minimum
local pendant l’entraînement (Sun et Lu, 2020 [97]). Mais la question reste
ouverte pour le moment.

Dans la prochaine section, une itération spécifique de l’architecture trans-
former sera présentée. Il s’agit du modèle BERT. En matière d’AS, l’usage
de BERT et de ses dérivés est considéré comme la technique de fine pointe
au moment de la rédaction de ce mémoire.
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Figure 1.19 – Attention multi-têtes avec h têtes (Image : Vaswani et al.
[104])

1.5.2 BERT

Introduit par l’équipe Google, Bidirectional Encoder Representations from
Transformers ou BERT (Devlin et al., 2018) [22] est un modèle dont l’archi-
tecture empile plusieurs encodeurs transformers. En d’autres termes, il est
construit uniquement à partir des blocs d’encodage, se concentrant principa-
lement sur des tâches de compréhension du langage (NLU). Pour mieux
contraster, le très populaire modèle GPT-3, qui se concentre sur des tâches de
génération du langage (NLG), est entièrement basé sur les blocs décodeurs
de l’architecture transformer.

Lors de la publication du modèle, Devlin et al. ont rapporté des résultats
excellents pour un ensemble de tâches avec les données de référence GLUE,
dont une tâche AS, et ce à partir de l’ensemble de données SST (Stanford
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Figure 1.20 – Architecture de l’encodeur BERT (Image : Devlin et al. [22])

Sentiment Treebank), qui par ailleurs a été utilisé pour les tests d’hypothèse
de ce mémoire. Bien que des modèles très semblables à BERT, tels que XLNet
(Yang et al., 2019 [116]) et RoBERTa (Liu et al., 2019 [63]) l’ont légèrement
surpassé, cette architecture reste l’un des meilleurs modèles pour plusieurs
tâches en NLP, dont l’analyse du sentiment dans le cas d’espèce.

À la base de son fonctionnement, pour une séquence de texte donnée, en
comparaison avec l’entraînement à gauche et à droite séparément d’un ELMo
(Peters et al., 2018 [84]), BERT a la capacité d’extraire un plus grand nombre
de caractéristiques contextuelles. La Figure 1.20 montre une vue d’ensemble
de l’architecture, qui est constituée de deux grandes composantes, soit le
pré-entraînement et le réglage fin.

Au niveau des caractéristiques techniques de l’architecture, il existe deux
versions du modèle. Le plus petit est BERTBASE, ayant 12 blocs transfor-
mers ; 12 têtes d’attention ; 768 couches cachées pour le réseau de neurones à
propagation directe ; et 110 millions de paramètres. L’autre, BERTLARGE, est
pour sa part beaucoup plus puissant, ayant 16 blocs transformers ; 24 têtes
d’attention ; 1024 couches cachées pour le réseau de neurones à propagation
directe ; et 340 millions de paramètres.
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1.5.2.1 Pré-entraînement

BERT atténue la contrainte d’uni-directionnalité de ses prédécesseurs
en utilisant un objectif de pré-entraînement, que les auteurs nomment le
«Modèle de langage masqué» (MLM). L’idée consiste à donner une phrase à
BERT et à optimiser les poids lors du traitement afin de produire la même
phrase de l’autre côté. La notion de «bruit» dans le système est introduite par
le concept de masquage mentionné brièvement à la section 1.5. Un masque
est appliqué aléatoirement à certains des jetons de l’entrée, et l’objectif est
de prédire l’identifiant de vocabulaire d’origine du mot masqué en se basant
uniquement sur son contexte. Contrairement au pré-entraînement allant de
gauche à droite, le MLM permet à la représentation de fusionner le contexte
dans les deux directions simultanément, avant même d’être pré-entraîné par
un transformer bidirectionnel profond.

En parallèle, BERT exécute une deuxième tâche de pré-entraînement que
les auteurs appellent «Next Sentence Prediction» ou NSP. L’objectif de cette
tâche est de combler le manque d’information inhérente du MLM à propos
des relations entre les phrases. Afin d’entraîner un modèle à comprendre ce
type de relations, la prédiction de la phrase suivante consiste à binariser
les entrants à partir d’un corpus monolingue quelconque. Le principe est
relativement trivial. Lors du pré-entraînement, le modèle doit apprendre à
reconnaître une phrase qui en suivra une autre.

Dans la moitié des exemples fournis au modèle, la phrase sera la bonne,
indiquée par l’annotation IsNext. Dans l’autre moitié des cas, il s’agit d’une
phrase aléatoire hors-contexte, indiquée par l’annotation NotNext. Cette sé-
paration entre une phrase A et B forment ce que le modèle considère comme
les enchâssements de segmentation (des séquences). En combinant la repré-
sentation MLM aux prédictions NSP, BERT procède à un pré-entraînement
global sur un grand ensemble de mots et de phrases informés par le contexte
de leurs multiples relations.
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Figure 1.21 – Calcul des vecteurs d’enchâssements BERT

Tel que montré à la Figure 1.21, cette combinaison forme les enchâsse-
ments d’entrée de BERT, étant constitués de la somme des enchâssements de
jetons + les enchâssements de segmentation des séquences + les encodages
positionnels. Au niveau des paramètres de pré-entraînement, la taille des lots
a été réglée à 256 séquences, c’est-à-dire, 256s × 512jetons =

128000jetons

lot
, l’ap-

prentissage des lots s’est fait sur 1 000 000 de pas d’entraînement, soit 40
époques sur un corpus de 3,3 milliards de mots. Pour l’optimisation du gra-
dient, le taux d’apprentissage avec Adam était de ϵ = 1e-4, β1 = 0.9 et β2 =
0.999, pour une décroissance du poids ℓ2 de 0.01, et un échauffement du taux
d’apprentissage sur les 10 000 premiers pas, en fonction d’une décroissance
linéaire du taux d’apprentissage. La probabilité d’abandon (dropout) était
de 0.1 sur toutes les couches. L’activation ReLU standard a été remplacée
par GeLU, suivant l’approche pour OpenAI GPT. La fonction de perte a
été exprimée par la somme de la probabilité moyenne masquée du modèle
de langage, ainsi que de la probabilité moyenne de prédiction de la phrase
suivante.

1.5.2.2 Données d’entraînement

Pour le corpus de pré-entraînement NSP, BERT utilise BooksCorpus, qui
contient plus de 800 millions de mots (Zhu et al., 2015 [123]) et l’ensemble
des données Wikipédia en anglais, contenant plus de 2.5 milliards de mots.
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Pour le MLM, les auteurs utilisent les enchâssements de WordPiece avec un
vocabulaire BPE de 30 000 jetons. Le premier jeton de chaque séquence est
toujours un jeton de classification spécial ([CLS]), tandis que le jeton ([SEP])
est utilisé pour séparer et mettre fin à une phrase. Le jeton ([EOS]) indique
la fin d’une séquence complète. Lors du pré-entraînement, un générateur de
données d’apprentissage choisit 15% des positions de jeton au hasard pour
la prédiction. Si le jeton est choisi, il reçoit le jeton ([MASK]) .8 du temps
et un jeton aléatoire .1 du temps et le jeton de remplacement .1 du temps.
À partir de cette distribution, le MLM doit prédire le jeton d’origine avec la
fonction de perte d’entropie croisée.

1.5.2.3 Apprentissage transféré

Toutes les étapes de l’architecture BERT présentées jusqu’à maintenant
font partie des tâches de pré-entraînement du modèle, qui représentent la
grande majorité du travail à faire. Il s’agit de produire une représentation
du langage assez générale pour accomplir ensuite tout un ensemble de tâches
NLP de façon modulaire. Pour ce faire, les enchâssements pré-entraînés se
dirigent vers une dernière couche de sortie vouée à la classification, laquelle
est formée d’un réseau de neurones à propagation directe facile à paramé-
trer. Cette couche peut être entraînée pour accomplir une tâche de domaine
spécifique, telle que l’analyse du sentiment. Grâce à ce principe, les modèles
comme BERT offrent aujourd’hui un accès ouvert aux techniques d’appren-
tissage transféré en NLP (Cao et al., 2021 [14]), chose qui existe en vision par
ordinateur depuis plus d’une décennie par l’entremise de ImageNet (Deng et
al., 2009 [21]).

Au niveau des paramètres de réglage fin, les auteurs ont testé plusieurs
configurations sur un éventail de tâches spécifiques. Pour la taille du lot, ils
suggèrent que la configuration optimale est de 16 ou 32 ; le nombre d’époques
optimal serait entre 2, 3, 4 ; le taux d’apprentissage peut être de 5e-5, 3e-5
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ou 2e-5. Par contre, pour la classification de texte (impliquant directement
l’AS), Sun et al. (2019) [96] ont constaté qu’un taux d’apprentissage inférieur,
tel que 2e-5, est nécessaire pour que BERT surmonte ce que l’on appelle le
problème d’oubli catastrophique (McCloskey et Cohen, 1989 [68]). Avec un
taux d’apprentissage agressif comme 4e-4, Sun et al. proposent que le mo-
dèle ne parviendra pas à converger. L’oubli catastrophique est un problème
spécifique à l’apprentissage transféré, impliquant que les connaissances lors
de la phase précédente de pré-entraînement sont effacées au moment de l’ap-
prentissage de nouvelles connaissances.

En conclusion, dans la grande famille des modèles d’apprentissage ma-
chine et profond, BERT fait partie d’une certaine classe semi-supervisée d’ap-
prentissage (Engelen et al., 2021 [28]). Plus précisément, il s’agit d’un modèle
auto-supervisé (Zoph et al., 2020 [125]), au sens que le modèle utilise ses
propres connaissances générales pour, en quelque sorte, s’entraîner lui-même
par réglage fin. De par son incidence directe sur les principales hypothèses
de ce mémoire, la notion de réglage fin lié à l’auto-supervision sera discutée
plus en détails dans la section 1.5.4. Mais d’abord, une version légèrement
améliorée de BERT sera présentée, son nom est RoBERTa.

1.5.3 RoBERTa

Conçu par l’équipe Facebook AI, le modèle Robustly optimized BERT
approach ou RoBERTa (Liu et al., 2019 [62]) est une itération améliorée de
la version BERT originale. Au niveau de l’architecture de base, RoBERTa et
BERT sont identiques. Les principales différences s’opèrent à trois niveaux
d’implémentation, soit 1) les choix de design du modèle de langage, 2) le
volume et la variété des données de pré-entraînement et 3) l’optimisation
plus agressive des hyperparamètres. Aucun changement important n’a été
fait au niveau de la couche de sortie de réglage fin, tout s’opère au niveau du
pré-entraînement.
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1.5.3.1 Modèles de langage

BERT vanille utilise les techniques MLM et NSP combinées pour la mo-
délisation du langage lors du pré-entraînement. RoBERTa apporte des chan-
gements à chacune de ces composantes. Pour MLM, BERT s’appuie sur le
masquage aléatoire statique effectué une seule fois pendant le prétraitement
des données. RoBERTa propose plutôt un masquage dynamique et répétitif.
Le même masque est utilisé pour chaque instance d’entraînement à chaque
époque. Ensuite, les données d’entraînement sont dupliquées 10 fois afin que
chaque séquence soit masquée de 10 manières différentes sur un total de 40
époques d’entraînement. S’appuyant entre autres sur les travaux de Joshi et
al. (2019) [52], RoBERTa remet complètement en question l’utilité des NSP,
en retirant cette composante du processus de pré-entraînement.

1.5.3.2 Données élargies

Le volume et la variété de données utilisés par RoBERTa sont significa-
tivement plus imposants. En plus des données initiales utilisées pour BERT,
les données de CC-NEWS à 76 Go, OPENWEBTEXT à 38 Go et STORIES
à 31 Go ont été ajoutées. L’hypothèse des auteurs est que la première ver-
sion de BERT était probablement sous-entraînée. En incorporant un plus
grand volume et une plus grande variété des données, il serait possible d’aller
chercher des performances supérieures lors des tâches de domaine spécifiques.

1.5.3.3 Optimisation et paramétrage

Les paramètres de RoBERTa ont été significativement optimisés à plu-
sieurs niveaux. Tout d’abord, la taille des lots a été augmentée. L’implémen-
tation utilise une taille de lot huit fois plus grande pour deux fois moins
d’étapes d’optimisation, voyant ainsi quatre fois plus de séquences de pré-
entraînement par rapport à BERT. Combinée à un plus grand volume de
données d’entraînement, cette démarche fait en sorte que le temps d’appren-
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tissage est beaucoup plus long et la diversité des exemples a une plus grande
cardinalité. Pour l’optimisation d’Adam et les facteurs d’oubli, BERT va-
nille utilise ϵ = 1e-4, β1 = 0.9 et β2 = 0.999. RoBERTa diffère au niveau de
β2 = 0.98, ce choix est motivé par le besoin d’améliorer la stabilité lors de
l’entraînement, compte tenu de la plus grande taille des lots.

Au final, en utilisant les données de référence GLUE, ces différents chan-
gements se sont avérés payants. RoBERTa a non seulement battu les résultats
de BERT vanille, mais aussi des modèles ayant battu BERT, dont XLNet,
notamment pour la tâche d’analyse du sentiment basée sur l’ensemble de
données SST.

1.5.4 Réglage fin

Le succès du processus de pré-entraînement par BERT/RoBERTa et l’ef-
ficacité de l’apprentissage transféré sont les deux composantes clés qui ont fait
émergé le développement des techniques de réglage fin. Il s’agit essentielle-
ment de faire en sorte que les connaissances apprises lors du pré-entraînement
plus général soient transférées lors d’une tâche plus spécifique dont l’analyse
du sentiment dans le cas présent. L’alternative au réglage fin pour un modèle
pré-entraîné est l’extraction statique des caractéristiques, qui implique que
les poids du modèle sont «gelés» et les représentations pré-entraînées sont
utilisées en aval dans un modèle, tout comme avec les approches classiques
basées uniquement sur l’apprentissage de caractéristiques.

Ma et al. (2019) [65] démontrent que l’approche par réglage fin de BERT
surpasse généralement l’approche basée sur le gel des caractéristiques. Dans
le domaine de l’AS, Shen et al. (2019) [93] sont arrivés empiriquement à
la même conclusion. En termes d’implémentation, Qiu et al., (2020) [88] ;
Sun et al. (2019) [96] ont étudié différentes stratégies de réglage fin pour la
classification de texte avec BERT. Basé sur ces études, les trois principales
catégories sont 1) le réglage fin par apprentissage supplémentaire de la tâche-
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domaine, 2) l’apprentissage multitâches et 3) le réglage fin par ajustement
des configurations et des hyper-paramètres. Mais selon Sun et al., la clé
de voûte de la performance se trouve en bonne partie dans les techniques
impliquant l’entraînement supplémentaire sur des données spécialisées, soit
l’apprentissage tâche-domaine.

Hao et al. (2020) [39], qui se sont penchés sur la dynamique interne du ré-
glage fin de BERT, estiment que le processus se manifeste principalement au
niveau du mode d’attention des dernières couches, ainsi que le mode d’extrac-
tion des caractéristiques des couches intermédiaires et finales. En focalisant
la représentation des mots dans les couches antérieures, BERT a la capacité
d’éviter l’oubli catastrophique des connaissances dans les couches ultérieures,
qui elles se concentrent uniquement sur l’apprentissage de la nouvelle tâche-
domaine. C’est en partie ce qui peut expliquer la grande efficacité du réglage
fin. Cette procédure est connue sous le nom d’adaptation de domaine, qui
est un cas spécial d’apprentissage transféré transductif selon la taxonomie
de Ruder (2019) [90]. Les sections qui suivent vont présenter certaines des
stratégies de réglage fin en émergence dans la littérature, particulièrement
celles qui ont une incidence sur la technique proposée dans ce mémoire.

1.5.4.1 Apprentissage tâche-domaine

Pour effectuer le réglage fin de la couche de sortie finale, l’adaptation de
domaine doit passer par de nouvelles connaissances. Il est par extension né-
cessaire que ces connaissances passent par des nouveaux exemples de données
reflétant à la fois la tâche et le domaine ciblés. Dans le cas de l’AS, le réglage
fin passe par un ensemble de séquences de domaine accompagné des annota-
tions des classes du sentiment. C’est cette dernière prémisse qui expose les
défis du réglage fin, soit la difficulté d’obtenir des données annotées pour une
tâche et un domaine cibles. Xu et al. (2019) [113] abordent le fait que BERT
manque gravement de ces deux types de connaissances préalables. Dans leur

69



analyse, le défi était de comprendre le sentiment (tâche) des consommateurs
envers différents aspects d’un laptop vendu sur un site web de commerce élec-
tronique (domaine). Les auteurs ont proposé un réglage fin par la création
d’un ensemble de données annotées pour cette tâche-domaine spécifique. Les
résultats ont démontré empiriquement l’efficacité de cette approche contre
une approche sans adaptation du domaine. Toutefois, ils reconnaissent que
le défi de créer ces données annotées est considérable.

1.5.4.2 Apprentissage multitâches

Liu et al. (2019) [62] ont mis de l’avant une alternative pour éviter de
dépendre uniquement des ensembles de données spécialisés par domaine. Il
s’agit d’une technique de réglage fin par apprentissage multitâches ou MTL
de son acronyme en anglais. Le concept MTL est inspiré des activités d’ap-
prentissage humain où les gens appliquent souvent les connaissances acquises
lors de tâches précédentes pour les aider à apprendre une nouvelle tâche
(Caruana, 1997 [16] ; Zhang et Yang, 2021 [34]). Basé sur ce principe, un mo-
dèle MTL va d’abord initialiser les couches partagées avec le modèle BERT
pré-entraîné, tout en initialisant de manière aléatoire les paramètres d’une
couche spécifique à la tâche. En plus des couches BERT partagées, la couche
spécifique à la tâche utilise une couche entièrement connectée pour chaque
autre tâche à apprendre. Il s’agit ensuite de procéder au réglage fin du mo-
dèle BERT et des couches spécifiques aux tâches en utilisant des objectifs
multitâches pendant la phase finale d’entraînement.

L’idée du partage de connaissances multitâches est intéressante. En com-
binant des données de connaissance domaine provenant de plusieurs types
de tâches, MTL (ou plus spécifiquement le modèle MT-BERT de Liu et al.)
créer un nouveau jeu de données en fusionnant des mini-lots de toutes ces
différentes sources lors d’un pas de temps. À chaque époque, un mini-lot bt

est sélectionné au hasard pour la tâche cible t parmi tous les ensembles de
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Figure 1.22 – Architecture de solution MT-BERT

données D. Le modèle est mis à jour en fonction de l’objectif spécifique à
la tâche cible t. Il s’avère que les résultats empiriques de cette stratégie ont
fourni une performance de fine pointe sur plusieurs ensembles de données lors
des tests menés par Liu et al. Cependant, le défaut de la technique MTL,
c’est qu’elle nécessite des tâches d’entraînement de bout en bout à chaque
fois, ce qui représente une implémentation lourde avec beaucoup de paramé-
trage et une pesée minutieuse des fonctions objectives spécifiques à la tâche
(Chen et al., 2018 [17]). C’est pourquoi Sun et al. (2019) [96] considèrent que
cette stratégie, quoique très performante, est généralement inefficace. Néan-
moins, certains des principes des modèles MTL seront récupérés et recyclés
autrement au servir de la technique d’annotations par transformers présen-
tée dans ce mémoire (au chapitre 2). La Figure 1.22 montre à quoi ressemble
l’architecture de solution pour le réglage fin par MT-BERT.

1.5.4.3 Réglage fin des paramètres

L’autre stratégie de réglage fin est au niveau de l’hyper-paramétrage et
des configurations du modèle. Hua et al. (2021) [47] ont introduit une tech-
nique de régularisation de la stabilité du bruit par couche. Cette approche
cherche à résoudre le problème de l’instabilité lorsqu’il n’y a qu’un petit
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nombre d’échantillons d’apprentissage disponibles. La fragilité de ce proces-
sus est souvent reflétée par la sensibilité aux états aléatoires. Hua et al.
proposent d’aborder ce problème en se basant sur la propriété de résistance
au bruit des couches profondes.

Xu et al. (2020) [115] proposent plutôt la combinaison de deux techniques,
la première est la création d’un auto-ensemble, qui implique de garder les
meilleures caractéristiques de plusieurs modèles BERT ayant différents para-
mètres dont l’ensemble est représenté par Θ. Sur un modèle des moyennes,
soit θt les paramètres lors du réglage fin de BERT au pas de temps t, l’auto-
ensemble de BERT est défini comme,

BERTAVG(x; θ̄) = BERT(x;
1

K

K∑
k=1

θk), (1.34)

où θ̄ est la moyenne des paramètres de K modèles BERT individuels affinés.
Certains reconnaîtront que les premiers principes derrière cette approche font
référence à une stratégie d’ensemble classique bien établie en apprentissage
machine (Polyak et Juditsky, 1992 [86]). L’autre aspect du modèle de Xu et
al. est l’auto-distillation, basée sur la distillation de connaissances (Hinton
et al., 2015 [44]), qui implique un modèle «élève» et deux modèles «ensei-
gnants» : un modèle d’étiquettes d’or et un modèle issu de l’auto-ensemble.
La distillation des connaissances vise à transférer les connaissances d’un mo-
dèle principal enseignant à un petit modèle élève en entraînant le modèle
élève à reproduire les comportements du modèle enseignant.

Xu et al. présentent également un modèle de votes des paramètres entre
les K modèles BERT. Essentiellement, pour chaque entrée, il faut produire
les meilleures prédictions faites par le réglage fin de BERT et de sa proba-
bilité, pour ensuite résumer la probabilité des prédictions de chaque modèle
ensemble. La sortie du modèle d’ensemble est la prédiction avec la probabilité
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la plus élevée, c’est-à-dire celle qui a reçu le plus grand nombre de votes. Plus
formellement, soit BERT(x; θk) (1 ≤ k ≤ K) les modèles K BERT affinés
sur une tâche spécifique avec différents états aléatoires, le modèle d’ensemble
BERTVOTE(x; Θ) est défini comme,

BERTVOTE(x; Θ) = BERT(x;
1

K

K∑
k=1

θk), (1.35)

où θk désigne les paramètres du k-ème modèle et Θ désigne les paramètres
de tous les K modèles. Cette technique n’est toutefois pas applicable pour
évaluer une suite de paramètres à différents pas de temps, donc c’est pourquoi
les auteurs n’en font pas usage. Toutefois, certains aspects de cette technique
de votes, appariés au concept de convergence, seront utilisés pour la technique
d’annotation programmatique par transformers présentée dans ce mémoire,
en combinaison avec certains aspects empruntés au modèle MTL.

1.6 Questions de recherche

Dans cette section, les questions de recherche en lien avec les deux grandes
composantes de ce mémoire seront présentées. La première série de questions
portent sur les composantes expérimentales en lien avec le réglage fin. La
deuxième série de questions portent sur les composantes analytiques en lien
avec l’analyse exploratoire du sentiment.

1.6.1 Composantes expérimentales

Tel que discuté précédemment, le réglage fin des modèles pré-entraînés
par des données annotées pour une tâche-domaine cible s’avère empirique-
ment très efficace en AS. Toutefois, le problème reste le coût important
d’obtenir de telles données (Xu et al., 2019 [113]). À cet égard, Ghasiya
et Okamura (2021) [34] ont proposé une technique qui réduit significative-
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ment l’apport humain dans le processus d’annotation à l’aide de modèles
lexicaux. Toutefois, le taux de convergence de ces modèles s’avère relative-
ment faible, surtout en comparaison avec l’étalon d’or humain (≈ .655). La
solution alternative proposée dans ce mémoire est une technique de réglage
fin par ensemble convergent de modèles transformers au lieu des modèles
lexicaux non-supervisés. Cette proposition repose sur les questions hypothé-
tiques suivantes :

1. Est-ce possible d’obtenir un taux supérieur de convergence des an-
notations en utilisant des modèles transformers au lieu des modèles
lexicaux ?

2. Si c’est le cas, jusqu’à quel point ce taux de convergence s’approche-t-
il de celui des êtres humains selon le standard établi par Diakopoulos
et Shamma (2010) [23] ?

3. De plus, est-ce que la performance du modèle transformer final issu
de cette technique de réglage fin peut apporter des résultats de fine
pointe en matière d’acuité prédictive ?

Afin de tester les différentes hypothèses derrière ces questions de re-
cherche, la méthode d’annotation de Ghasiya et Okamura a été reproduite à
titre de référence comparative lors de la conduite des expériences.

1.6.2 Composantes analytiques

Suite à la présentation des expériences et résultats liés aux hypothèses
centrales, une analyse du sentiment des données obtenues par le modèle sera
conduite portant sur quatre composantes analytiques. L’analyse est une ex-
tension de l’étude menée par Ghasiya et Okamura. Toutefois, une classe
neutre a été ajoutée afin d’explorer ce domaine de façon plus granulaire. Dans
cette optique, les composantes d’analyse du sentiment pour ce mémoire ont
pour but de répondre à deux principales questions de recherche :
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1. Dans quelle proportion les grands titres d’actualité sont-ils restés
neutres à propos des aspects plus polarisants de la Covid-19, dont
la vaccination (notamment la vaccination obligatoire) et le confine-
ment ?

2. En termes de réponse sociale envers ces grands titres, est-ce que les
articles positifs ou négatifs ont suscité plus de réactions sur les médias
sociaux que les articles neutres ?

Les quatre composantes analytiques en lien avec ces questions sont les
suivantes :

— Une analyse (générale et chronologique) du sentiment des titres d’ac-
tualité à propos de la vaccination et du confinement durant la pan-
démie de la Covid-19,

— Une analyse de la consonance/dissonance entre le sentiment des titres
d’articles et celui des réactions Émojis sur Facebook,

— Une analyse de la volumétrie des réactions sociales aux titres d’ac-
tualité en fonction du sentiment exprimé (ex : est-ce que les articles
négatifs sont plus partagés que les articles neutres ou l’inverse ?),

— Une analyse comparative entre le sentiment du titre et celui du texte
des articles sur un petit échantillon des données.

Pour l’analyse des relations entre les titres d’actualité et les réactions
sociales, le logiciel BuzzSumo a été utilisé, permettant d’obtenir les données
d’engagement par titres pour plusieurs des grands réseaux sociaux (Facebook,
Twitter, etc.).

Travaux existants

En dehors de l’étude menée par Ghasiya et Okamura, il y a un nombre
limité d’analyses du sentiment portant spécifiquement sur les titres d’actua-
lité durant la pandémie de la Covid-19. La plupart des études en AS à ce
sujet se focalisent sur le sentiment du grand public exclusivement pour le
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réseau Twitter (Muller et al., 2020 [27] ; Kruspe et al., 2020 [111] ; Rustam
et al., 2021 [35] ; Garcia et Berton, 2021 [32] ; Naseem et al., 2021 [78], etc.),
notamment parce que l’API de cette plateforme est plus facilement accessible
aux chercheurs académiques.

L’analyse des titres d’actualité s’avère pour sa part plus difficile, car
sans l’accès (payant) à un logiciel API comme BuzzSumo, les chercheurs
doivent utiliser le moissonnage web pour obtenir de la donnée, chose qui
peut s’avérer beaucoup plus contraignante. C’est d’ailleurs probablement la
raison pour laquelle toutes ses études n’utilisent que le titre et non les textes
complets des articles. Le grattage web d’articles complets étant beaucoup
plus complexe, compte tenu des particularités de balisage et du code propre
à chaque site web, un grattage à grande échelle filtré par thème de requête
spécifique comme la Covid-19 est très difficile. Il faut tenir compte de trop
de cas d’exception lors du paramétrage des scriptes de grattage (HTML,
JavaScript, etc).

En matière d’analyse du sentiment portant sur les titres d’actualité du-
rant la Covid-19, Costola et al. (2020) [18] ont étudié l’effet du sentiment
de l’actualité sur les marchés boursiers durant la pandémie ; Yu et Zhong
(2020) [119] ont comparé côte à côte le sentiment des titres d’actualité à ce-
lui du grand public dans les réseaux sociaux à propos de la Covid-19 ; Suryadi
(2021) [98] a regardé le sentiment des titres en générale mais exclusivement
en fonction des données Twitter ; Ghasiya et Okamura (2021) [34] pour leur
part ont exploré le sentiment en lien avec les différents sujets émergents as-
sociés à la pandémie. À la lumière de la revue de cette littérature, et du
meilleur de notre connaissance, les composantes analytiques proposées dans
ce mémoire n’ont pas encore été explorées par les chercheurs en AS.

Dans les sous-sections qui suivent, la méthodologie utilisée par Ghasiya
et Okamura pour l’annotation programmatique d’un ensemble de données
sera présentée plus en détail. Il s’agit de bien comprendre le mécanisme afin
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de le contraster avec la technique alternative proposée dans ce mémoire.
Les principales composantes sont 1) la façon de collecter la donnée et son
prétraitement, 2) le processus d’annotation par les résultats convergents de
divers modèles lexicaux, 3) le réglage fin du modèle transformer final entraîné
sur les données annotées convergentes et 4) les résultats et la performance,
tant au niveau du taux de convergence des annotations qu’au niveau de la
performance du modèle transformer final. Les autres aspects de l’article de
Ghasiya et Okamura, par exemple la modélisation de sujets avec Top2vec,
ne seront pas abordés, car ses points n’ont pas d’incidence sur les travaux du
présent mémoire.

1.7.1 Collecte et prétraitement des données

Pour créer leur base de données de titres d’articles, Ghasiya et Oka-
mura ont utilisé la bibliothèque BeautifulSoup en python. Les données ont
été extraites à partir de huit sites web d’actualité répartis sur quatre pays,
notamment le Royaume-Uni, l’Inde, le Japon et la Corée du sud. Tous les
articles sont issus des versions anglophones de ces sites web. Au total, 102 124
articles ont été collectés. Ensuite, les auteurs ont procédé à un prétraitement
de texte NLP assez classique. Leurs principales étapes sont 1) le retrait des
balises HTML, 2) la lemmatisation, 3) le retrait des «stop-words», 4) le retrait
des caractères non-alphanumériques, 5) la conversion des caractères spéciaux
au standard ASCII et finalement 6) le retrait de toutes les majuscules.

1.7.2 Annotation par règles lexicales

Tel qu’expliqué dans leur article, le défi principal de l’étude menée par
Ghasiya et Okamura était d’obtenir un ensemble de données annotées pour
leur tâche-domaine spécifique. En effet, au niveau du domaine, il y avait
deux couches à considérer, soit 1) le domaine journalistique dont le langage
est généralement plus neutre et 2) le domaine de la pandémie Covid-19,
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qui représente un nouveau phénomène mondial affectant la santé publique
de tous les pays. N’ayant aucun ensemble de données annotées pour ces do-
maines combinés, les auteurs se sont tournés vers une technique d’annotation
programmatique. Trois modèles lexicaux non-supervisés ont servi à traiter le
sentiment de l’ensemble des 102 124 titres d’articles, séparément. Ces modèles
étant Textblob, SentiWordNet et VADER.

Un peu comme les méthodes d’ensemble en apprentissage machine, les
auteurs ont utilisé les résultats d’annotations convergentes pour assembler un
jeu de données d’entraînement final. Ces derniers rapportent avoir retenu un
total de 10 727 titres classés de la même façon parmi les trois modèles, soit
un taux de convergence de .105. Il s’agit d’un écart de -.55 du taux de conver-
gence des annotations humaines du sentiment (Diakopoulos et Shamma, 2010
[23]). Après validation manuelle des résultats de convergence, l’ensemble de
données final a été utilisé pour le réglage fin d’un modèle RoBERTa, lequel
a été utilisé pour produire les prédictions finales du sentiment pour le reste
des 102 124 titres d’articles.

1.7.3 Réglage fin du modèle final

Pour le modèle final, la plupart des paramètres de RoBERTaBASE sé-
lectionnés par les auteurs sont très standards. Un total de 12 couches et
768 dimensions cachées. Pour les hyperparamètres, il y eut un total de 3
époques, un taux d’apprentissage réglé à 1e-5 avec une taille de lot de 16.
Pour un réglage fin, la plupart des hyperparamètres du modèle peuvent res-
ter les mêmes que lors du pré-entraînement, à l’exception de la taille du lot,
du taux d’apprentissage et du nombre d’époques (Devlin et al., 2018 [22]).
À cet égard, le choix des auteurs au niveau de la taille du lot et du nombre
d’époques est tout à fait approprié. Toutefois, au niveau de l’optimisation du
taux d’apprentissage, 1e-5 s’avère peut-être un peu trop faible. Tel qu’indi-
qué à la section 1.5.2.3, à l’étape du réglage fin, le taux recommandé devrait
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être plus près de 2e-5 (Devlin et al., 2018 [22] ; Sun et al., 2019 [96]). L’inci-
dence réelle de ce choix sur la performance finale du modèle de Ghasiya et
Okamura n’ayant pas été vérifiée empiriquement, la suggestion d’augmenter
le taux d’apprentissage n’est rien de plus qu’un commentaire ouvert.

1.7.4 Mesure de l’acuité prédictive

Les résultats de prédiction finaux ont livré une performance tout de même
intéressante, avec un taux d’acuité global de .90. Il s’agit de la mesure basée
sur l’ensemble de données de validation, soit l’entraînement avec les données
d’annotations convergentes des trois modèles lexicaux (Textblob, SentiWord-
Net et VADER). Néanmoins, en comparant cette performance à d’autres
modèles de référence utilisés lors de l’étude, il s’avère que le modèle de ré-
gression logistique à validation croisée (.92), le classificateur passif agressif
(.94) et le Perceptron (.94), ont tous obtenu des taux d’acuité supérieur à leur
modèle RoBERTa. En revanche, les auteurs ont démontré que dans bien des
exemples, RoBERTa a mieux classé un bon nombre de titres plus ambigus.
Par exemple, une phrase comme, « Asian shares slip on faltering hopes for
Covid vaccines », a été adéquatement classée comme négative par RoBERTa,
mais positive par les autres modèles comparatifs.
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Chapitre 2

Expérimentation

2.1 Démarche méthodologique

Dans ce chapitre, la méthodologie et les expériences pour les principales
hypothèses au niveau du réglage fin par annotation programmatique seront
présentées. Une courte explication à propos des sources de données, les lo-
giciels, les cadriciels et les bibliothèques utilisés sera fournie. La section 2.2
portera sur la collecte et le prétraitement des données en préparation pour
les expériences. Finalement, 2.3 porte sur les explications et l’implémenta-
tion des expériences de la technique de réglage fin proposée, ainsi que des
résultats et la performance des modèles impliqués dans le processus.

2.1.1 Source des données

Les titres d’articles et les métriques de médias sociaux ont tous été ex-
trait à partir de la plateforme de recherche de contenu BuzzSumo. Cet outil
possède des API robustes et un moteur de recherche avancé avec plusieurs
options de filtres pour le forage de contenu partout sur le web. Lors d’une
requête sur l’engin, BuzzSumo retourne non seulement le titre et le lien, mais
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Tableau 2.1 – Liste des sites web par pays
Canada USA UK

cbc.ca cnn.com bbc.com
theglobeandmail.com nytimes.com dailymail.co.uk
thestar.com huffpost.com telegraph.co.uk
ctvnews.ca foxnews.com independent.co.uk
financialpost.com usatoday.com mirror.co.uk
nationalpost.com politico.com thesun.co.uk
torontosun.com nbcnews.com express.co.uk
vancouversun.com cbsnews.com metro.co.uk
globalnews.ca washingtonpost.com channel4.com
montrealgazette.com wsj.com manchestereveningnews.co.uk

aussi plusieurs métriques d’engagement envers le contenu sur les grands ré-
seaux sociaux, notamment Facebook, Twitter, Pinterest et Reddit. Pour les
textes complets sur un échantillon des articles, la bibliothèque BeautifulSoup
en python a été utilisée pour l’extraction. Il s’agit d’un outil par accès libre
utilisé couramment pour le grattage web. La liste des sites web sélectionnés
est montrée par pays à le tableau 2.1.

Les titres analysés proviennent de 10 grands sites web d’actualité par
pays, incluant exclusivement des articles en anglais au Canada, aux États-
Unis et au Royaume-Uni, soit 30 sites web en tout. La période de l’analyse
inclut des articles publiés entre le mois d’avril 2020 et décembre 2021. La
sélection de ces sites web d’actualité pour les top 10 du Canada, des États-
Unis et du Royaume-Uni est basée sur les listes provenant des références
suivantes :

— Royaume-Uni : https ://blog.feedspot.com/uk/news/websites
— Étas-Unis : https ://blog.feedspot.com/usa/news/websites
— Canada : https ://blog.feedspot.com/canadian/news/websites

2.1.2 Logiciels utilisés

Les deux principaux logiciels de support pour ce mémoire sont la pla-
teforme Google BigQuery et Google Colab (Jupyter Notebook). BigQuery

81



a eu pour rôle de faire le stockage des différentes tables de données pour
les expériences. Les requêtes SQL plus raffinées sur l’ensemble de données de
BuzzSumo sont passées par BigQuery, ainsi que certaines requêtes ponctuelles
de validation pour les tables issues des prédictions des différents modèles. Les
notebooks de Colab avec le langage Python ont principalement servi au dé-
veloppement des modèles lexicaux et transformers d’analyse du sentiment,
ainsi que pour le grattage web avec BeautifulSoup. Toutes les analyses sta-
tistiques et exploratoires ont également été produites dans Colab. Pour la
modélisation par transformer, il est nécessaire de passer par des GPUs afin
de paralléliser les tâches entre les différents blocs. Une machine virtuelle sur
Google Cloud a été initialisée à différentes instances (selon le besoin) avec
un seul GPU NVIDIA Tesla-4 et un disque de démarrage SSD de 200 Go.

2.1.3 Cadriciels utilisés

Pour la modélisation AS, les deux principaux cadres utilisés sont les
environnements de Hugging Face Transformers et PyTorch. Hugging Face
est aujourd’hui l’une des plus grandes plateformes ouvertes en NLP et même
progressivement en vision par ordinateur. Des chercheurs et praticiens en
science des données et en intelligence artificielle l’utilisent pour simplifier et
centraliser le développement ouvert de modèles Transformers. Hugging Face
offre un catalogue de la plupart des modèles encodeurs et décodeurs pré-
entraînés, dont RoBERTa, BERT, GPT-3 et bien d’autres. Les utilisateurs
peuvent accéder à ces modèles pré-entraînés et les optimiser par réglage fin
pour toutes sortes de tâches-domaines, dont l’analyse du sentiment.

Les utilisateurs qui n’ont pas les connaissances techniques pour dévelop-
per eux-mêmes des modèles peuvent simplement télécharger des versions déjà
raffinées des modèles pré-entraînés pour des tâches-domaines spécifiques. Ces
modèles raffinés sont développés puis téléchargés pour l’accès libre dans Hug-
ging Face par des chercheurs et praticiens NLP à travers le monde, incluant

82



les équipes de Google, Facebook, Amazon et Microsoft, contribuant ainsi à
l’élargissement du catalogue de modèles raffinés. De plus, Hugging Face offre
une plateforme de téléchargement d’ensembles de données pré-annotées pour
entraîner par réglage fin des modèles à des tâches-domaines de tous genres.
Grâce à ce catalogue grandissant, il est plus facile aujourd’hui d’entrevoir
une mise à échelle de l’annotation programmatique, tel que proposé dans
ce mémoire. Le cadriciel Hugging Face Transformers peut s’apparier avec
les deux principaux cadriciels en apprentissage profond, soit TensorFlow et
PyTorch. Pour ce mémoire, le cadre de PyTorch a été utilisé sur la ver-
sion 1.10.0+cu111. Pour Hugging Face, les expériences ont été conduites sur
Transformers 4.20.1, Datasets 2.3.2 et Tokenizers 0.12.1.

2.1.4 Bibliothèques Python

Pour la collecte, le prétraitement, la modélisation et la visualisation des
données, tout un ensemble de bibliothèques Python a été utilisé. La liste qui
suit ne fait mention que des principaux outils. Tel que mentionné, la collecte
par grattage pour les échantillons d’articles est passée par BeautifulSoup.
Le traitement de texte, surtout pour les modèles lexicaux, est passé par re
(regular expressions) et plusieurs modules NLTK ; Le traitement des données,
la création de tables dans Colab et les calculs ont passé majoritairement par
Numpy et Pandas ; la visualisation de données est passée par Matplotlib et
Seaborn ; pour l’API entre BigQuery et Colab, la bibliothèque Pandas-GBQ
a été utilisée.

2.2 Collecte et prétraitement des données

Les prochaines sous-sections porteront sur la méthode de collecte initiale
des données de titres d’actualité, ainsi que du type de requêtes SQL utilisé
pour le filtrage et la préparation du tableau de travail.
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2.2.1 Méthode d’extraction

Un total de 389 251 titres d’articles ont été trouvés basés sur la requête
suivante dans BuzzSumo, couvrant des articles publiés entre le mois d’avril
2020 à décembre 2021 : ("covid" OR "coronavirus" OR "covid-19" OR

"covid 19"). Étant donné que le logiciel ne permet d’exporter que 10 000
items par requête sur des fichiers CSV, les requêtes ont été effectuées par
morceau et ciblées par nom de domaine web (ex : ajouter le filtre cnn.com).
Dans certains cas, le nombre d’articles pour un nom de domaine web était
>10 000. Il a fallu découper les requêtes avec des dates plus rapprochées,
pour n’afficher que ≤10 000 items. Par exemple, pour cbc.ca, il a fallu générer
quatre requêtes différentes. Chaque fichier extrait a été nommé comme suit :
cbc1, cbc2, cbc3, cbc4. Au total, 52 tables ont été créées pour couvrir les
30 noms de domaines web ciblés. Toutes ces tables ont été déposées dans
BigQuery pour le stockage et la création du tableau de travail finale en SQL.

2.2.2 Requêtes et filtrage de mots clés

Une fois les 52 tables chargées dans BigQuery, une première requête SQL
de type UNION ALL a été construite pour effectuer un assemblage initial vers
une seule table de 389 251 titres. L’extrait de code 2.1 montre la logique
essentielle de la requête utilisée pour créer des colonnes d’identifiants pour
chaque pays d’origine et le nom du site web en raccourcis. Il a aussi fallu
éliminer les «non-titres» génériques, comme «News about Covid-19».

D’autres ajustements mineurs ont été requis afin d’éliminer les valeurs
aberrantes, telles que les titres erronés à caractères invalides. Finalement,
une dernière requête a été construite pour filtrer les titres afin d’uniquement
en extraire ceux qui portent sur les thèmes de la «vaccination» et le «confi-
nement», soit les deux thèmes choisis pour cette étude. Pour ce faire, l’usage
d’une simple expression régulière pour chaque thème a été suffisante. Au to-
tal, 68 000 titres d’articles ont été préservés pour le tableau final, dont 45

84



560 à propos de la vaccination (.67) et 22 440 à propos du confinement (.33).

1 # medias uk

2 when url like ’%bbc.com%’ or url like ’%Bbc.com%’

3 or url like ’%BBc.com%’ or url like ’%BBC.com%’

4 then ’bbc.com’

5 when url like ’%dailymail.co.uk%’ then ’dailymail.co.uk’

6 when url like ’%express.co.uk%’ then ’express.co.uk’

7 when url like ’%manchestereveningnews.co.uk%’

8 then ’manchestereveningnews.co.uk’

9 else ’unspecified ’end as media ,

Extraits de code 2.1 – Extrait SQL pour le tableau de travail

2.3 Annotation par transformer

Étant donné les différences fondamentales entre le fonctionnement des
modèles lexicaux et les modèles transformers, l’implémentation d’une so-
lution d’annotation programmatique sera très différente d’une technique à
l’autre. Dans le cas des modèles lexicaux, il s’agit de techniques non super-
visées, qui vont directement procéder à l’annotation d’un texte en fonction
de leurs propres règles pré-établies. Dans le cas des transformers, il s’agit
d’un modèle d’apprentissage supervisé, ce qui veut dire que le modèle doit
apprendre les règles par lui-même à l’aide d’exemples. Reproduire la solution
de Ghasiya et Okamura avec des modèles transformers nécessite une étape
additionnelle d’entraînement desdits modèles, laquelle aura pour objectif la
création d’un ensemble résiduel convergent des données de la tâche-domaine
cible. Par extension, cela implique l’usage de données externes pré-annotées.
Pour ce faire, la stratégie proposée est d’appliquer une version très épurée
de la technique MTL (Caruana, 1997 [16] ; Liu et al., 2019 [62]) avec une ap-
proche multi-domaines au lieu de multitâches. À la base de la technique MTL,
le modèle apprend différentes tâches NLP, pouvant combiner de l’analyse du
sentiment, de l’inférence linguistique, de la reconnaissance de l’entité désignée
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(NER), etc. Dans le cas d’espèce, l’idée est de maintenir une seule tâche, soit
l’AS, mais répartir l’apprentissage sur différents domaines, en passant par de
divers modèles intermédiaires. Il s’agit d’une solution MDLsoft (Multi-Domain
Learning) par votes convergents, au lieu d’une solution MTLhard (Multi-Task
Learning) classique. Par MDL «soft», on attend que le réglage fin n’implique
pas, contrairement à la technique MTLhard, une configuration lourde de bout
en bout ni une couche intégrée entre tous les domaines.

Chaque modèle pré-entraîné pour l’implémentation MDLsoft est affiné
par réglage fin principalement à l’aide des connaissances externes provenant
de différents domaines, et ce **rappelons-le** toujours pour la même tâche
(AS). De plus, contrairement à l’approche MTL, qui fusionne les données
d’entraînement par une couche entièrement connectée vers la tâche cible pour
chaque autre tâche à apprendre, la présente technique propose de créer des
tâches-domaines en isolement, qui s’inspire de la technique d’auto-ensemble
par système de votes (Xu et al., 2020). Essentiellement, la technique présentée
propose d’appliquer une étape d’entraînement intermédiaire impliquant K

modèles MDLsoft, dont chaque modèle k est entraîné par réglage fin pour
un domaine différent d’une même tâche. Suite au réglage fin des modèles
intermédiaires MDLsoft, comme avec la méthode de Ghasiya et Okamura,
chaque modèle de l’ensemble multi-domaines doit prédire le sentiment des
données non-annotées de la tâche-domaine cible, soit les titres d’actualité
sur la Covid-19 dans le cas présent. Les résultats ou votes de chaque modèle
MDLsoft sont fusionnés à l’intersection des ensembles de K.

Plus formellement, pour deux ensembles de résultats de K modèles, la
convergence est défini par le principe d’inclusion et d’exclusion (PIE), soit
| k1 ∪ k2 |=| k1 | + | k2 | − | k1 ∩ k2 | à l’intersection de deux des résultats
de chaque modèle de K, sachant que | · | désigne la cardinalité ou le nombre
d’éléments. Dans le cas présent, | · |= 3 pour chaque classe de sentiment
négatif, positif, neutre. S’il y a trois ensembles ou plus de résultats de K
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modèles, la convergence est alors définie par,

| k1 ∪ k2 ∪ k3 |= | k1 | + | k2 | + | k3 | −

| k1 ∩ k2 | − | k1 ∩ k3 | −

| k2 ∩ k3 | + | k1 ∩ k2 ∩ k3 | .

(2.1)

Basé sur les lois de De Morgan, soit {k1, k2, · · · , kn−1, kn} un ensemble
de k ∈ K modèles, la convergence issue du complément de l’intersection des
ensembles peut être mieux généralisée par,(

n⋂
k=1

Kk

)c

=
n⋃

k=1

Kk, (2.2)

où c fait référence au complément à l’intersection. Lors de la création du ta-
bleau final des annotations convergentes, chaque élément de chaque ensemble
k ∈ K peut être trié par un tableau de membres au propriétés distributives.
1 indique qu’un élément est membre d’un ensemble ki et 0 indique que non.
Dans une trame de données Pandas, l’implémentation code du tableau de
membres a été effectuée comme suit :

1 sentiment["converge"] = np.where (( sentiment["k1"] ==

sentiment["k2"]) & (sentiment["k2"] == sentiment["k3"]),

True , False)

Extraits de code 2.2 – Solution code pour le tableau de membres

La sélection finale des annotations convergentes des différents modèles
intermédiaires MDLsoft est stockée dans une nouvelle table selon le taux
de convergence. Ce nouvel ensemble de données est utilisé pour l’entraîne-
ment par réglage fin du modèle final de prédictions. Le modèle final, soit
RoBERTaBASE, est préchargé à partir de l’environnement Hugging Face, par
l’entremise de PyTorch en arrière-plan, pour être configuré selon les para-
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mètres d’optimisation définis pour l’entraînement et le réglage fin des couches
pré-entraînées et de la couche finale. L’ensemble des données convergentes est
converti en vecteurs de jetons pour la représentation des mots par enchâsse-
ment dans un ensemble de données PyTorch. La conversion est effectuée via
la fonction Dataset(), permettant de récupérer les caractéristiques de l’en-
semble de données dans un format de tenseurs et d’apposer les annotations
un échantillon à la fois.

Lors de l’entraînement d’un modèle, ce processus passe généralement par
une transmission des échantillons en «mini-lots», afin de remanier les données
à chaque époque pour réduire le risque de sur-ajustement, tout en utilisant le
multitraitement de Python pour accélérer la récupération des données. Pour
simplifier ce processus, la fonction DataLoader() de PyTorch est un itérable
qui résume cette complexité dans une API simple. En passant par une trame
de données Pandas dans l’environnement Hugging Face, il est encore plus
simple de passer par Dataset.from_pandas(). Pour l’entraînement, les don-
nées convergentes annotées sont divisées en deux groupes, soit le train_set

d’entraînement et le test_set de validation comme suit,

1 train_set = df["train"]. select ([i for i in list(range(xxxx))

])

2 test_set = df["test"]. select ([i for i in list(range(xxxx))])

Extraits de code 2.3 – Création des jeux train et test

Une fois le modèle final affiné avec les nouvelles connaissances spéciali-
sées pour la tâche-domaine cible, tous les éléments résiduels de l’ensemble de
données de la tâche de prédiction initiale, c’est-à-dire tous les résultats d’an-
notation qui n’ont pas convergés, sont fournis au modèle pour la complétion
de l’analyse du sentiment, tout comme l’ont fait Ghasiya et Okamura. Basés
sur les hypothèses centrales de ce mémoire, dans le cadre des expériences
conduites, les résultats attendus sont les suivants :

1. Un taux de convergence des modèles MDLsoft supérieur à celui des

88



Figure 2.1 – Comparatif de la solution transformers et lexicale

modèles lexicaux,

2. Un taux de convergence qui se rapproche relativement plus de l’éta-
lon d’or humain (.655), sachant que le pré-entraînement des modèles
MDLsoft leur confère une meilleure «compréhension» du langage que
les règles lexicales non-supervisées.

La Figure 2.1 résume l’ensemble du processus à haut niveau, comparant
la tâche d’AS par l’annotation programmatique des transformers à celle qui
utilise les modèles lexicaux.

De toute évidence, si les hypothèses tiennent et les gains en performance
peuvent être vérifiés, il y a néanmoins un compromis d’efficience en utilisant
la technique par transformers. En effet, la technique d’ensemble MDLsoft par
votes implique un plus grand nombre d’étapes. Néanmoins, grâce aux API
simples entre Hugging Face et Jupyter Notebook, donnant un accès rapide
au catalogue grandissant d’ensembles de données pré-annotées dans le hub
Hugging Face, en plus de la possibilité de télécharger les modèles affinés de
Notebook vers Hugging Face en quelques lignes de code avec la fonction
trainer.push_to_hub(), la charge de travail est considérablement réduite.
De plus, BERT nécessite très peu de prétraitement du texte. Les étapes
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comme le retrait des «stop-words» et des caractères non-alphanumérique ou
la lemmatisation se voient disparaître, ce qui réduit davantage la charge de
travail avec les transformers.

Maintenant, suite à cette présentation de la mécanique générale de la
solution et des attentes hypothétiques, les prochaines sections vont détailler
de façon plus granulaire les quatre grandes composantes suivantes : 1) la sé-
lection des données d’entraînement pour les modèles intermédiaires MDLsoft,
2) les choix de paramétrage et de configuration des modèles RoBERTa, 3)
l’analyse comparative des résultats du taux de convergence entre les modèles
MDLsoft et lexicaux et 4) l’étape de réglage fin du modèle final. Le chapitre
se termine par la présentation de la performance de l’acuité prédictive du
modèle final en comparaison avec celle des modèles intermédiaires.

2.3.1 Sélection des données d’entraînement

Pour entraîner et évaluer les approches récentes en AS, trois ensembles
de données sont couramment utilisés : SemEval-2016, Laptop and Restaurant
(Pontiki et al., 2014, 2015 [87]) et SST-GLUE. Ces ensembles de données et
d’autres souffrent d’au moins l’une des lacunes suivantes. Premièrement, les
sentiments exprimés implicitement ou indirectement sont rares. Dans les do-
maines des médias sociaux et des critiques de produits, les auteurs expriment
généralement explicitement leur sentiment concernant un sujet cible (Birjali
et al., 2021 [10]). Deuxièmement, ils négligent largement le fait qu’un texte
puisse contenir des mentions co-référentielles des mentions cibles portant sur
différents concepts et à des degrés de polarité potentiellement différents. Les
textes des articles de presse diffèrent des critiques et des médias sociaux en ce
que les auteurs d’articles de presse n’expriment généralement pas explicite-
ment leur sentiment envers un sujet de domaine cible (à part pour les articles
d’opinion éditoriaux). Il y a une attente sociétale implicite à ce que le langage
utilisé dans les articles de presse reste généralement neutre et objectif (Ojala,
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2021 [80]).

Par conséquent, la classification du sentiment des titres d’articles d’ac-
tualité représente un défi plus important en AS (Hamborg et al., 2021 [38]).
Même avec des modèles de pointe comme BERT, une stratégie de réglage fin
avec des connaissances domaines est nécessaire afin d’augmenter la perfor-
mance prédictive. Dans le cas présent, pour l’entraînement multi-domaines
des modèles intermédiaires MDLsoft, trois ensembles de données ont été sélec-
tionnés, dont deux contiennent des phrases de nature journalistique. Hormis
le facteur de disponibilité, le critère de sélection était d’identifier trois degrés
de ressemblance à la tâche-domaine cible :

1. Un ensemble très rapproché de la tâche-domaine cible,

2. Un ensemble moyennement rapproché,

3. Un ensemble peu rapproché.

Ces trois degrés apportent un certain niveau de diversité dans le pro-
cessus d’apprentissage de la couche finale. Le premier ensemble est un jeu
de données contenant des phrases journalistiques dans le domaine de la fi-
nance. Ce jeu de données a été composé de ≈2800 expressions/phrases tirées
de l’ensemble développé par Malo et al. (2014) [66]. Ces phrases sont issues
d’un corpus combinant diverses sources d’actualités financières et de com-
muniqués de presse d’entreprises. L’élément distinctif de ce jeu est la grande
qualité des données. Les phrases ont été étiquetées manuellement sur les trois
classes positive, négative et neutre par un groupe de 16 annotateurs ayant
une formation professionnelle adéquate. Malgré le volume de données moins
élevé, ce processus d’annotation très méticuleux fait de ce jeu une source de
pré-annotations de très haute qualité.

Étant donné que le domaine financier peut être considéré comme un peu
plus éloigné de l’actualité à propos de la Covid-19 (quoique la pandémie a eu
de lourdes conséquences économiques), ce jeu de données est considéré comme
moyennement semblable au domaine cible. Pour l’ensemble très semblable, il
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s’agit du jeu de données NewsMTSC (Hamborg et al., 2021 [38]). NewsMTSC
est un ensemble de données de bonne qualité, annoté manuellement pour
l’analyse des sentiments ternaires pour des articles de presse politiques. Les
auteurs du jeu de données offrent plusieurs niveaux de convergence entre
les annotateurs. Il y a un plus petit jeu de données pour lequel 100% des
annotateurs sont d’accord, un autre où 75% sont d’accord, ainsi de suite
jusqu’à 25% d’accord. De toute évidence, moins l’accord est grand, plus il y
a de données.

Lors des expériences pour ce mémoire, les données à 75% d’accord ont été
utilisées, et ce pour une raison simple. Il s’agissait de trouver le juste équilibre
entre un volume de données plus élevé et un bon niveau de convergence. Étant
donné la dimension politique qu’a prise la pandémie à certains égard, particu-
lièrement dans les pays occidentaux, le jeu de données NewsMTSC peut être
considéré comme le plus proche du domaine cible. L’ensemble contient 8000
exemples d’entraînement répartis sur trois classes de sentiment. Finalement,
le troisième ensemble est le jeu de données SST-GLUE multiclasses. Il s’agit
d’un des ensembles les plus utilisés en AS, servant couramment de standard
de référence pour tester la performance d’un modèle. Étant donné que ce jeu
de données contient cinq classes (très positif, positif, neutre, négatif, très né-
gatif), celles-ci ont été agrégées pour ramener le jeu à un modèle ternaire. Les
phrases contenues dans cet ensemble sont de nature assez générale, incluant
entre autres des critiques de films. C’est pourquoi il est classé comme le plus
éloigné du domaine cible. Ce jeu contient 8544 exemples d’entraînement.

2.3.2 Facteurs d’ablation

Pour tenter de mieux comprendre l’effet possible de la convergence par le
réglage fin des modèles intermédiaires et du modèle RoBERTa final, ces der-
niers ont été conçus avec un facteur d’ablation de l’hyper-paramétrage lors
des expériences. Les études d’ablation en réseaux de neurones artificielles
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sont inspirées des neurosciences (Meyes et al., 2019 [72]). La prémisse de
base est d’essayer d’analyser la structure des connaissances représentées dans
les modèles d’apprentissage profond. En neurosciences, ces études ajoutent
délibérément des tissus neuraux endommagés de manière contrôlée, tout en
étudiant comment les dommages infligés influencent les capacités du cerveau
à effectuer une tâche spécifique. De cette façon, des informations sont obte-
nues sur le rôle fonctionnel de différentes régions cérébrales endommagées,
ainsi que sur la structure et l’organisation du traitement des stimulus ex-
ternes dans le cerveau. Dans le cadre de l’apprentissage machine, il s’agit de
diluer ou dans certains cas retirer des composantes d’un modèle, dans le but
d’observer son effet sur la variable expérimentale cible.

Basée sur cette technique, dans le cadre des tests des modèles RoBERTa
développés pour le réglage fin de la tâche d’AS, certains paramètres des mo-
dèles seront soit amplifiés, soit dilués. Les variables d’ablation de chaque
modèle visent la mise en opposition de certains facteurs de réglage fin, soit
principalement l’entraînement par des connaissances spécialisées et l’optimi-
sation des paramètres d’apprentissage. Par exemple, un modèle entraîné avec
un plus grand volume de données tâches-domaines aura des hyper-paramètres
d’entraînement plus faibles, tandis qu’un modèle avec moins de données aura
des paramètres d’optimisation plus forts pour compenser. Dans certains cas,
tant le volume de données et les paramètres seront dilués. Les détails des
facteurs d’ablation seront présentés à la section 2.3.6, car ces facteurs ont
une incidence principalement sur la performance prédictive et non le taux de
convergence. Le taux de convergence devrait pour sa part être plutôt influencé
par la qualité de la représentation du langage octroyée par le mécanisme d’at-
tention et d’enchâssement des modèles transformers, ce qui leur donnerait,
en principe, une convergence se rapprochant plus de celle des êtres humains.
Dans la section suivante, les paramètres généraux des modèles transformers
seront présentés dans le but d’expliquer la configuration à haut niveau de
ces modèles, avec un focus particulier sur les modèles de prédiction intermé-
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diaires RoBERTa-MDLsoft, sachant que le modèle final sera discuté dans sa
propre section.

2.3.3 Paramétrage RoBERTa-MDL

Tout d’abord, chaque modèle RoBERTa présenté dans ce mémoire est
exclusivement basé sur le pré-entraînement de RoBERTaBASE. Au niveau des
hyper-paramètres de configuration, le taux d’apprentissage est légèrement
inférieur au standard recommandé (Devlin et al., 2018 [22] ; Sun et al., 2019
[96]), soit 2e-05 au lieu de 2e-5 (soit un écart de e-5 points). La taille des
lots est de 8 au lieu du minimum de 16 recommandé par Devlin et al. Une
taille de lot plus grande pourrait fournir des estimations de gradient plus pré-
cises et permettre, au besoin, l’utilisation de taux d’apprentissage plus élevés
(Hoffer et al., 2017 [46]). En réduisant la taille recommandée à la moitié du
seuil optimal pour certains des modèles, ces derniers devront travailler plus
fort pour apprendre à chaque époque. Ce choix est délibéré, afin de réduire
légèrement la vitesse de convergence pour tous les modèles, laissant plus de
temps aux modèles d’apprendre la tâche-domaine avec des petits lots. De
plus, pour deux des modèles, afin de diluer un peu la capacité de généralisa-
tion, le nombre d’époques a été réglé au seuil minimum recommandé par les
auteurs de BERT, soit 2 époques. Il s’agit des modèles entraînés avec des don-
nées domaines plus spécialisées, soit NewsMTSC et les données d’actualité
financière.

En revanche, le modèle RoBERTa-MDLsoft entraîné sur les données de
tâche plus généralistes, soit SST-GLUE, a été paramétré à 4 époques (le
double de ses contreparties). La taille du lot a également été augmentée à 12
contre 8 pour les autres. Pour l’ensemble des trois modèles intermédiaires, les
probabilités d’abandon pour le classificateur et l’abandon caché sont réglées à
.1. Pour l’optimisation d’Adam, le réglage de la détérioration des poids ℓ2 est
à 0.01 sur un horaire d’apprentissage linéaire de base. Pour l’optimisation du
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gradient, les paramètre d’Adam sont ϵ = 1e-8, β1 = 0.9 et β2 = 0.999. Tous
les modèles ont reçu la même configuration pour les états aléatoires, quoique
ce paramètre a peu voire aucune incidence compte tenu que les modèles
sont entraînés sur différents jeux de données. Ce paramètre est pertinent
lorsque le même jeu de données est utilisé pour tester différents modèles ayant
différents hyper-paramètres (Xu et al., 2020 [115]). Dans le cas d’espèce, le
but de l’expérience est de tester le contraire, soit des modèles entraînés sur
différentes données.

Les annotations convergentes des trois modèles RoBERTa-MDLsoft en-
traînés sur les trois domaines différents ont été fusionnées pour générer le
jeu d’entraînement final du modèle d’ensemble par votes, appelé le modèle
RoBERTa-VE (Voted Ensemble). La performance prédictive individuelle de
ces modèles sera présentée et comparée au modèle final à la section 2.3.6.
Dans la prochaine section, le taux de convergence des annotations par trans-
formers sera comparé à celui des modèles lexicaux, ainsi que la distribution
des classes de sentiment.

2.3.4 Taux de convergence

Tel que discuté à la section 2.3, une table Pandas de membres conver-
gents a été conçue pour regrouper les annotations prédites par chaque modèle
transformer et lexical. Cette table a été envoyée vers BigQuery pour assurer
sa pérennité. Tout comme l’ont fait Ghasiya et Okamura, chaque modèle a
reçu la tâche de faire une première ronde de prédictions du sentiment pour
l’ensemble de données cibles, soit les 68 000 titres d’actualité à propos de la
Covid-19. Cette section présente les résultats de la convergence par types de
modèle.

Dans le cas d’espèce, les modèles lexicaux SentiWordNet, TextBlob et
VADER représentent le point de référence comparatif. À titre de rappel, dans
l’étude de Ghasiya et Okamura, l’AS était binaire et le taux de convergence
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Figure 2.2 – Taux de convergence par transformers et règles lexicales

Tableau 2.2 – Convergence en valeurs absolues
modèles converge diverge

transformers 29939 38061
lexiques 13710 54290

était de .105. La Figure 2.2 montre les résultats pour l’étude ternaire du
présent mémoire, indiquant un taux de convergence des modèles lexicaux
plus élevé que celui de Ghasiya et Okamura, soit .202. Pour les modèles
transformers intermédiaires RoBERTa-MDLsoft, la convergence s’élève à .44,
soit .239 points de plus que la technique par règles lexicales, voire un gain de
convergence de 119%. Sur le total de 68 000 exemples, le tableau 2.2 montre
la différence en valeurs absolues.

Au niveau de la répartition des classes, la distribution des résultats des
modèles lexicaux et transformers sont assez semblables. Le pourcentage de
la classe négative des deux types de modèles est pratiquement identique,
soit .111 pour les règles lexicales contre .110 pour les transformers. C’est au
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niveau des classes neutre et positive que la distribution diverge de quelques
points. Les règles lexicales ont trouvé .164 classes positives contre .106 pour
les transformers. Pour la classe neutre, les règles lexicales ont convergé à
.724 contre .784 pour les transformers. La figure 2.3 montre la distribution
comparative des classes de sentiment par types de modèle.

Globalement, compte tenu d’une distribution de classes similaires, le taux
de convergence des transformers s’avère au final nettement supérieure à ce-
lui des modèles lexicaux, même si dans le cadre de cette expérience, avec un
modèle ternaire et non binaire, les modèles de règles lexicales ont suscité un
taux de convergence deux fois plus élevé que celui de Ghasiya et Okamura.
Le bénéfice direct du taux de convergence supérieur des modèles RoBERTa-
MDLsoft est le volume de données résiduel plus élevé pour entraîner le modèle
final RoBERTa-VE. L’usage des résultats lexicaux aurait produit un jeu de
données final de 13 709 exemples contre 29 940 pour les transformers. Toute-
fois, compte tenu qu’il s’agit d’une analyse ternaire et que la classe neutre se
voit sur-représentée à plus de 70% des exemples pour les deux types de mo-
dèle, ces deux jeux de données sont très déséquilibrés. Même avec un modèle
robuste comme BERT/RoBERTa, un jeu de données trop représenté par une
classe prépondérante peut introduire un biais d’entraînement, c’est pourquoi
il est recommandé d’équilibrer le jeu par l’écimage des classes ayant un biais
élevé (Naaz et al., 2021 [77]). Une convergence plus élevée permet de réduire
l’écimage final et maintenir un volume de données équilibrées plus élevé.

2.3.5 Paramétrage RoBERTa-VE

Pour l’entraînement du modèle RoBERTa-VE final, la totalité des classes
positive et négative ont été préservées, soit 3298 pour les exemples négatifs,
3150 pour les positifs. La classe neutre a été retranchée à 5000 exemples,
afin de maintenir un équilibre de classes, tout en conférant une pondération
un peu plus élevée au sentiment neutre. Les exemples de la classe neutre
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Figure 2.3 – Distribution par classes entre transformers et règles lexicales

ont été selectionnée par un scripte de randomisation avec un grain aléatoire
fixe et reproduisible. En référence à la section 2.3.2, les hyper-paramètres du
modèle RoBERTa final sont les mêmes que pour les modèles intermédiaires
RoBERTa-MDLsoft de la première ronde de prédictions, à l’exception du mo-
dèle entraîné sur le jeu SST-GLUE pour certains paramètres. Par conséquent,
ce modèle souffre des mêmes facteurs d’ablation que les deux modèles entraî-
nés sur des domaines similaires (finance et NewsMTSC), soit un petit lot de
taille 8 et à peine deux époques d’entraînement. L’optimisation du gradient
avec Adam est restée à ϵ = 1e-8, β1 = 0.9 et β2 = 0.999, tout comme le
taux d’apprentissage à 2e-05. Même chose pour la détérioration décroissante
des poids ℓ2 à 0.01. Suite à l’instanciation du modèle, une fonction est créée
pour le mapping des jetons sur l’ensemble de données. Avec la fonction .map,
il faut également activer la troncature des séquences qui dépassent la limite
dmodel = 512. Cette fonction est présentée dans l’extrait de code 2.4.
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1 def preprocess_function(examples):

2 return tokenizer(examples["title"], truncation=True)

3 tokenized_train = train_ds.map(preprocess_function , batched=

True)

4 tokenized_test = test_ds.map(preprocess_function , batched=

True)

Extraits de code 2.4 – Solution de prétraitement par mini-lot

Afin d’assurer une longueur uniforme des séquences, bien qu’il soit pos-
sible d’exécuter le rembourrage de texte dans la fonction tokenizer elle-
même en définissant padding=True, il est plus efficace de ne remplir la sé-
quence qu’à la longueur de l’élément le plus long de son lot. Il s’agit d’une
technique de rembourrage dynamique, qui est maintenant couramment uti-
lisée pour l’optimisation du traitement de données pour BERT (Dang et
al., 2022 [20]). Cette technique est exécutée dans l’environnement Hugging
Face avec la fonction DataCollatorWithPadding(). À noter qu’en dehors
des technicalités mineurs en lien avec la manipulation et le traitement des
jeux de données, les étapes d’instanciation décrites dans cette section ont été
sensiblement les mêmes pour les modèles RoBERTa-MDLsoft de la première
ronde d’entraînement.

Au total, le modèle a reçu un jeu de données équilibrées de 10 400
exemples d’entraînement des trois classes de sentiment, avec 1068 exemples
de validation. Un échantillon de 20% du jeu de données d’entraînement a été
inspecté manuellement, soit 2000 résultats aléatoires par classe (800 neutres,
600 positifs, 600 négatifs). L’inspection a validé l’acuité des résultats sur
98% des titres. Deux exemples de titres que les trois modèles intermédiaires
ont faussement classés comme positifs sont « Hospitals at capacity in states
with low Covid vaccination rates » et « Nikki Haley : Global COVID vac-
cine campaign – US can be generous without being stupid ». Inversement,
la phrase « Covid pill that ‘kills’ virus within hours could be handed out on
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NHS and end lockdowns » a été classée comme négative, tandis qu’un hu-
main l’aurait facilement classé comme positive. Ces trois phrases sont des
bons exemples d’anaphores et des coréférences qui s’avèrent très subtiles,
même pour RoBERTa. Néanmoins, il s’agit d’un nombre de faux classements
très négligeable. La majorité des erreurs convergentes étaient au niveau des
faux neutres qui sont en réalité négatifs et des faux positifs qui sont en réalité
neutres. Le seuil de neutralité étant une classe heuristiquement plus subtile,
même pour les êtres humains, il est possible que différents annotateurs hu-
mains soient aussi arrivés à différents classements (.655). La liste des mauvais
classements par combinaison de classes est la suivante :

— 17 faux neutres négatifs,
— 10 faux positifs neutres,
— 5 faux positifs négatifs,
— 5 faux neutres négatifs,
— 3 faux négatifs positifs.

La section suivante rapporte la performance prédictive du modèle final.
Cette performance est comparée avec les modèles intermédiaires MDLsoft,
pour lesquels l’entraînement s’est fait sur des données d’annotations sans
convergence programmatique antérieure.

2.3.6 Performance prédictive finale

Tout comme pour l’étude de Ghasiya et Okamura, ainsi que pour la plu-
part des tests de classification, la principale métrique de performance des
modèles est l’acuité prédictive des données de validation. La métrique secon-
daire est le score F1 des données de validation, nommé d’après la valeur du
paramètre β = 1. Le score F1 est défini comme la moyenne harmonique de la
précision et du rappel (Zhang et al., 2015 [121]). Dans cette optique, le pour-
centage d’acuité prédictive et le score F1 de RoBERTa-VE sont comparés à
ceux des trois modèles intermédiaires RoBERTa-MDLsoft. Tel qu’expliqué à
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Tableau 2.3 – Métriques par modèle
fine-tuning param sst-3 final-model newsmtsc finance mean

epochs 4 2 2 2 2.5
batch-size 12 8 8 8 9
steps 2848 2600 2000 690 2034.5
train-data-size 8544 10400 8000 2757 7425.25

la section 2.3.2, certains facteurs d’ablation ont été introduits lors de l’entraî-
nement des quatre modèles. Les facteurs considérés sont les suivants : 1) le
nombre d’époques, 2) la taille du lot, 3) le nombre de pas de temps d’appren-
tissage et 4) la taille du jeu de données. Les trois premiers facteurs sont consi-
dérés comme des facteurs de réglage fin par hyper-paramétrage, tandis que
le quatrième est un facteur de réglage fin par connaissances tâches-domaines.
Toutes ces métriques sont des facteurs indépendants, sauf le nombre de pas
de temps d’entraînement, qui est un hyper-paramètre dépendant des trois
autres facteurs, soit le résultat de la taille du jeu de données, divisé par la
taille du lot, puis multiplié par le nombre d’époques. Malgré les dépendances
de ce facteur, il devient un hyper-paramètre dans la mesure où il est possible
d’ajuster le nombre de pas de temps en ré-ajustant la combinaison des fac-
teurs indépendants. Le tableau 2.3 montre les métriques associées à chaque
modèle.

Pour établir les facteurs d’ablation, la moyenne de chaque facteur est
calculée et normalisée [0,1], afin de les rendre comparables en fonction de
leur amplitude respective. Ensuite, les facteurs d’hyper-paramétrage sont re-
groupés selon la moyenne de leur normalisation respective. Le facteur des
connaissances tâches-domaines, représenté par la taille du jeu de données,
est une métrique normalisée singulière. Le facteur d’ablation se voit donc
réduit à deux axes normalisés, dont la mesure est établie, pour chacun des
axes, selon les fluctuations comme la valeur de l’ordonnée à son sommet par
rapport à la moyenne. Cette configuration génère un plan trigonométrique
à quatre quadrants. La mesure d’ablation de chaque modèle est naturel-
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Tableau 2.4 – Facteurs d’ablation θ
fine-tuning param sst-3 final-model newsmtsc finance

∆µ-epochs 0.6 0.32 -0.2 -0.2
∆µ-batch-size 0.333 0.099 -0.111 -0.111
∆µ-steps 0.4 0.001 -0.017 -0.661
∆µ-all-hparams 0.444 0.14 -0.109 -0.324
∆µ-data-size 0.151 0.401 0.077 -0.629

lement à l’intersection des deux axes. La mise en opposition des facteurs
(y) connaissances tâches-domaines et (x) hyper-paramétrage sont représen-
tés par la chiralité de sin θ et cos θ centré sur la moyenne normalisée. Une
chiralité parfaite de l’opposition des modèles se voit exprimée sur l’hyper-
plan par ⌈sin θ ← ∆µ→ cos θ⌉. Ayant quatre modèles, soit trois RoBERTa-
MDLsoft et un RoBERTa-VE, trois d’entre eux sont paramétrés sur l’un des
quadrants tan θ (-,-), sin θ(-,+) et cos θ(+,-). Le positionnement de tan θ a
pour rôle d’observer l’effet d’une ablation des deux facteurs de réglage fin,
ensemble. Un quatrième modèle est paramétré un peu plus au centre, soit
⌊sin θ → ∆µ ← cos θ⌋, à titre d’effet relativement neutre des deux facteurs
principaux. Il n’y a aucun modèle pour le quadrant I (+,+). En utilisant
le calcul du nombre de pas de temps d’entraînement comme baromètre du
positionnement entre les axes, le facteur d’ablation des hyper-paramètres de
chaque modèle devient la fonction du volume de données disponible pour
chaque modèle. Le tableau 2.4 montre les métriques de positions finales at-
tribuées aux quatre modèles.

Les différentes métriques de position montrent qu’il y a une chiralité
presque parfaite entre les modèles MDL-SST et VE-final au niveau de l’op-
position des facteurs de force et d’ablation des axes. D’une part, MDL-SST a
des hyper-paramètres mieux optimisés mais avec moins de données domaines
d’entraînement, tandis que le modèle VE-final a comparativement 22% plus
de données domaines d’entraînement, mais des hyper-paramètres significati-
vement plus dilués en conséquence. La Figure 2.4 est une visualisation de la
position de chaque modèle sur le plan.
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Figure 2.4 – Position par quadrant des modèles

En observant d’abord la perte d’entraînement par 500 pas de temps, les
patrons d’apprentissage démontrent que les modèles VE-final et MDL-SST
ont bénéficié d’une plus longue période de «réflexion». MDL-finance ayant
relativement peu de données d’entraînement en plus des paramètres dilués
se voit caractérisé par un cycle d’apprentissage très court, tandis que MDL-
news est plutôt caractérisé par une perte plus élevée en début d’apprentis-
sage. VE-final et MDL-finance, pour lesquels le processus de pré-annotation
a été le plus rigoureux par voie programmatique et manuelle respectivement,
obtiennent les pertes les plus faibles autant en début qu’en fin d’apprentis-
sage. Tel que montré à la Figure 2.5, VE-final est le modèle ayant atteint le
meilleur résultat par une marge considérable au niveau de la perte.
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Figure 2.5 – Pertes globales par modèles

Discussion à propos de la perte - Il est intéressant de constater que
MDL-finance démarre l’entraînement avec la meilleure perte parmi les quatre
modèles, mais son processus d’apprentissage se voit court-circuité par un très
petit nombre de pas, causé par l’ablation combiné de tan θ. Il est donc pos-
sible d’imaginer qu’avec plus de données et/ou des hyper-paramètres mieux
optimisés, ce modèle aurait peut-être pu égaler ou dépasser la performance
de VE-final. Cette question a toutefois été laissée de côté pour des travaux
futurs en lien avec cette nouvelle technique. Il faut se rappeler que le prin-
cipal facteur commun entre VE-final et MDL-finance est au niveau de la
qualité et la minutie du processus de pré-annotation des données d’entraîne-
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ment. Est-ce possible que la qualité de la pré-annotation puisse influencer les
positions vectorielles des enchâssements de mots au niveau des blocs d’atten-
tion antérieurs ? Le peu de recherche à propos des réels facteurs d’influence
des poids d’attention fait en sorte qu’il est difficile de répondre adéquate-
ment à cette question, quoique des modèles théoriques comme celui de Sun
et Lu (2020) s’avèrent intéressants. Entretemps, une réponse plus formelle
à la question demande une analyse empirique beaucoup plus poussée. Une
telle étude pourrait envisager l’usage d’un plus grand nombre de modèles
de classification diversifiés, entraînés par des jeux de données dont la pré-
annotation est à qualité variable. Mais dans le cadre réduit de l’expérience
ici conduite, tenant compte des facteurs de force et d’ablation de chaque mo-
dèle, les résultats indiquent que le modèle VE-final (sin θ) a connu la plus
faible perte globale comparativement à son principal opposant chiral, soit
MDL-SST (cos θ).

En terme de l’acuité prédictive et du score F1 sur les données de vali-
dation, la performance finale se rapproche naturellement des pertes globales.
Le modèle VE-final obtient une acuité et un score F1 de .97 et .97 res-
pectivement ; le modèle MDL-finance obtient une acuité et un score F1 de
.8826 et .8865 respectivement ; le modèle MDL-SST obtient une acuité et un
score F1 de .7729 et .7726 respectivement ; le modèle MDL-news obtient une
acuité et un score F1 de .7713 et .7710 respectivement. Les résultats des mo-
dèles utilisés lors des expériences sont regroupés dans le tableau 2.5. À noter
également que pour la même tâche-domaine et avec un volume de données
d’entraînement sensiblement comparable (10K vs 10K), l’acuité du modèle
RoBERTa-VE est à +.07 points du modèle RoBERTa final de Ghayisa et
Okamura, sans compter que leur modèle est binaire et donc, en théorie, plus
avantagé qu’un modèle ternaire (Babu et Kanaga, 2022 [4]).

En bout d’analyse, il est assez étonnant de constater une si bonne acuité
pour le modèle MDL-finance, sachant qu’il a souffert d’une double ablation
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Tableau 2.5 – Résultats de performance par modèle
Model Accuracy F1 Score

final-model 0.97 0.97
finance 0.8826 0.8865
sst-3 0.7729 0.7726
newsmtsc 0.7713 0.771

en tan θ, soit un manque relatif de données d’entraînement et des hyper-
paramètres dilués. Le modèle a d’ailleurs été ré-entraîné à trois reprises avec
les mêmes paramètres, donnant les mêmes résultats à quelques longues déci-
males près. VE-final se démarque fortement de tous les autres modèles avec
des scores très élevés compte tenu de ses hyper-paramètres dilués. Ces résul-
tats semblent renforcer empiriquement la position de Xu et al. (2019) [113]
et Sun et al. [96], selon laquelle la connaissance tâche-domaine est le princi-
pal facteur d’optimisation lors du réglage fin d’un modèle encodeur comme
BERT/RoBERTa. Ces mêmes résultats suggèrent également que la technique
d’ensemble MDLsoft par votes, basée sur divers modèles transformers, mais
inspirée de la technique à base de règles lexicales de Ghasiya et Okamura,
est une stratégie de réglage fin prometteuse à cet égard.

Dans le prochain chapitre, basé sur les résultats de prédiction du modèle
RoBERTa-VE, une analyse du sentiment sera présentée selon la description
des composantes analytiques de la section 1.6.1
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Chapitre 3

Analyse exploratoire

3.1 Vue d’ensemble des résultats

Les résultats prédictifs obtenus par la technique d’ensemble MDLsoft est
la donnée sortante pour maintenant effectuer l’analyse du sentiment au sens
propre. Tel que présenté à la section 1.6, cette analyse exploratoire, en com-
binaison avec les données de réseaux sociaux issues de BuzzSumo, est une
opportunité de mieux comprendre le rôle des médias lors d’une crise sani-
taire mondiale, particulièrement en ce qui a trait à leur niveau de neutralité
journalistique. La pandémie de la Covid-19 marque un événement sombre
dans l’histoire de l’humanité. L’angoisse associée à la propagation du virus à
travers la planète, l’anxiété causée par les mesures de confinement plus ex-
trêmes, ainsi que le besoin d’espoir conféré par l’attente d’une solution comme
la vaccination, toutes ces dimensions sont chargées d’une grande polarité.

L’étude de Ghasiya et Okamura (2021)[34], sur laquelle s’appuie plusieurs
aspects du présent mémoire, avait pour limite d’être binaire. Par conséquent,
la notion de neutralité journalistique (Ojala, 2021 [80]) n’est pas prise en
considération, même si la neutralité doit en principe être au cœur des valeurs
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Figure 3.1 – Distribution du sentiment global

d’un média de presse. L’analyse qui suit porte une attention particulière à la
notion de neutralité dans les titres d’actualité en ligne. Avec l’omniprésence
des médias sociaux, la propagation d’un lien d’actualité passe très souvent
par un partage Twitter ou Facebook, générant ainsi des réactions sociales par
une mention J’aime ou un Emoji. Étant donné que le titre d’un article est le
premier point d’exposition d’une pièce de contenu sur les réseaux sociaux, on
peut soupçonner qu’il existe un lien entre le sentiment exprimé par le titre
et le niveau d’engagement social qu’il génère. Pour le moment, aucune étude
ne porte spécifiquement sur cette question. En ce sens, cette analyse explo-
ratoire tente de contribuer à une meilleure compréhension de ce phénomène
sociologique. Les sections qui suivent vont porter sur différents aspects de la
question de neutralité et de l’effet du sentiment d’un titre sur l’engagement
dans les réseaux sociaux en ligne durant la pandémie.
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Figure 3.2 – Distribution chronologique du sentiment

3.1.1 Distribution générale du sentiment

Pour les données agrégées des titres entre le mois d’avril 2020 à décembre
2021, la distribution des trois classes de sentiment s’avère majoritairement
neutre, mais significativement plus polarisée du côté négatif que positif. La
Figure 3.1 montre la répartition à haut niveau des classes. Il y a un écart de
53% entre le volume d’articles négatifs et positifs, contre un écart de 119%
entre le volume d’articles neutres et négatifs.

3.1.2 Distribution chronologique du sentiment

La Figure 3.2 indique que la distribution du sentiment dans le temps
révèle des fluctuations généralement co-variantes entre les classes sur la pé-
riode observée d’approximativement 600 jours. Toutefois, on remarque une
amplification significative du sentiment neutre, qui correspond également à

109



Figure 3.3 – Distribution du sentiment par pays

une forte augmentation du volume absolu de titres publiés. Cette augmen-
tation se produit vers le 220ème jour à partir du mois d’avril 2020, ce qui
correspond au mois de novembre 2020, lorsque les premiers articles à propos
de la vaccination sont parus.

Au début d’avril, on peut constater une première vague d’articles média-
tiques également, quoique moins importante que la deuxième vague d’articles.
Cette première vague est caractérisée par une plus forte proportion d’articles
négatifs. La thématique dominante en début de pandémie était en lien avec
les mesures de confinement. Il y a un creux prononcé du volume d’articles
entre le 50ème et le 220ème jour, tant à propos du confinement que de la
vaccination.

3.1.3 Distribution du sentiment par pays

Différents pays ont eu différentes réactions à la pandémie, ce qui est
également reflété dans le sentiment des titres d’actualité par pays d’origine,
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Tableau 3.1 – Nombre de titres par pays
country articles distr

canada 22421 0.33
uk 29409 0.43
usa 16170 0.24

soit le Canada, les É-U et le R-U. En termes du volume absolu d’articles
publiés dans les top dix sites web de chaque pays, le tableau 3.1 démontre que
le R-U a publié le plus grand nombre d’articles à propos des deux thématiques
combinées. Le Canada est en deuxième place et les É-U ont le volume le plus
faible.

En termes de sentiment, la Figure 3.3 montre que la presse canadienne
semble être la plus neutre des trois pays, soit 65% de leur total. Les propor-
tions de la polarité positive et négative du Canada sont très proches de la
parité, avec +.01 en faveur des articles positifs. Le R-U montre une beau-
coup plus grande pondération de la polarité négative, qui représente 33% des
articles contre 52% d’articles neutres et 15% positifs. Les É-U ont également
une assez forte polarité négative pour 28% des articles. Les articles positifs
représentent 19% et les neutres 54%. Essentiellement, pour les É-U et le R-
U, près de la moitié des titres d’actualité à propos de la vaccination et du
confinement durant la Covid-19 sont de nature polarisante (soit en négatif
ou positif), contre 35% de polarisation au Canada.

3.1.4 Distribution du sentiment par médias

Le niveau de polarisation par pays n’est pas le même d’un organe mé-
diatique à l’autre. Certains médias vont contribuer à une polarisation plus
importante que d’autres. Cette section explore la distribution du sentiment
par site web d’actualité dans chaque pays.
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Figure 3.4 – Distribution du sentiment au Canada

3.1.4.1 Médias au Canada

Dans l’ensemble, les médias canadiens ont des proportions de polarité
assez homogènes, soit une forte neutralité et une polarité légèrement plus po-
sitive que négative. La distinction est plutôt au niveau du volume d’articles.
La Figure 3.4 montre que les sites web globalnews.ca et cbc.ca représentent
près de 50% de tous les articles portant sur les deux thèmes.

3.1.4.2 Médias au R-U

Au R-U, la Figure 3.5 montre que la distribution de la polarité par média
est beaucoup plus hétérogène qu’au Canada. Le site web bbc.com et daily-
mail.co.uk ont le plus grand nombre d’articles publiés, tout en ayant une
grande proportion relative d’articles négatifs. Le site web thesun.co.uk est
pour sa part le seul média ayant un plus grand nombre de titres négatifs que
neutres.
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Figure 3.5 – Distribution du sentiment au R-U

3.1.4.1 Médias aux É-U

Aux É-U, la Figure 3.6 montre que c’est le site web foxnews.com qui a
publié le plus grand nombre d’articles, représentant près de ¼ du total dans
ce pays. Mais en termes de polarité relative, le site web huffpost.com est le
plus négatif, avec 58% de ses titres appartenant à cette classe de sentiment,
suivi de wsj.com (51%) et nytimes.com (45%). Les sites web avec le taux de
neutralité le plus élevé à ces sujets sont usatoday.com (68%), cnn.com (57%)
et cbsnews.com (54%).

3.2 Résultats par sous-thèmes

Tant au niveau du volume que de la distribution chronologique, les deux
thématiques de la vaccination et du confinement montrent des métriques
distinctives. Tel que mentionné à la section 2.2.3, il y a 45 560 titres à propos
de la vaccination (67%) et 22 440 titres à propos du confinement (33%).
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Figure 3.6 – Distribution du sentiment aux É-U

La Figure 3.7 montre que la majorité des articles à propos du confinement
ont été publiés en début de pandémie, tandis que les articles à propos de la
vaccination ont dominé l’actualité à partir du mois de novembre 2020.

La Figure 3.8 montre la distribution du sentiment par thématique. L’ana-
lyse révèle que la polarité négative est très prononcée au sujet du confinement,
soit 37% contre 51% neutres et 12% positifs. En revanche, la thématique de
la vaccination est d’une proportion significativement plus neutre à 60% du
total. Les sentiments positifs et négatifs sont à 19% et 21% respectivement.

3.2.1 Consonance entre le titre et l’article

La comparaison entre le sentiment exprimé par un titre d’actualité et ce-
lui de l’article complet est une dimension d’analyse intéressante. Au niveau
social, cette comparaison explore indirectement le phénomène du «clickbai-
ting» journalistique, soit la stratégie de journalisme viral qui cherche à inciter
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Figure 3.7 – Distribution chronologique par thèmes

les utilisateurs à cliquer sur un lien vers une page, mais en utilisant des tac-
tiques telles que des histoires sensationnalistes et des titres accrocheurs qui
fonctionnent comme des appâts d’attention. Selon Lischka et Garz (2021)
[61], cette pratique est très répandue dans les médias sociaux et peut avoir
tendance à miner la crédibilité journalistique (Molyneux et Coddington, 2020
[76]). La pratique du clickbait fait en sorte que les éditeurs peuvent s’écarter
des normes textuelles traditionnelles en ajoutant des points de vue plus sub-
jectifs (Hågvar, 2019 [36]) ou en mettant de l’avant un effet de surprise et de
charges émotionnelles (Peterson-Salahuddin et Diakopoulos, 2020 [85]). Une
analyse du sentiment par intelligence artificielle peut contribuer à identifier ce
genre de biais journalistiques. Dans cette section, en évaluant la consonance
ou la dissonance entre un titre et son contenu correspondant, l’objectif est de
mesurer ainsi le niveau de «sensationnalisme» associé à la polarité d’un titre,
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Figure 3.8 – Distribution du sentiment par thèmes

plus spécifiquement lorsqu’il est positif ou négatif. En d’autres termes, il est
possible que le contenu d’un article soit généralement neutre, mais que son
titre soit polarisé. Par conséquent, l’hypothèse derrière cette analyse est de
valider si la polarité des titres aura tendance à être supérieure à celle de leur
contenu correspondant. Si c’est le cas, la distribution des classes de sentiment
risque de diverger entre les titres et leur contenu respectif. Dans le cas d’es-
pèce, la distribution du sentiment des titres est de 57% neutres, 26% négatifs
et 17% positifs. Selon l’hypothèse nulle, l’alternative peut être rejetée si la
distribution du sentiment des contenus est similaire en pourcentage à celle
des titres, avec une confiance statistique d’une valeur p égale ou inférieure à
.05.

La contrainte pour ce test est la difficulté d’obtenir un échantillon de
grande taille. La raison étant que les 389 251 données de titres initiales ont
été obtenues par un engin de recherche spécial et non par grattage web. Pour
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les 30 sites web visés par l’engin de recherche, les articles ont été obtenus sur
un large spectre de sections de contenu de façon aléatoire, en fonction des
critères du filtre des 52 requêtes effectuées lors de l’extraction. En revanche, le
processus d’extraction des données et la conception d’un scripte de grattage
web est en soi une tâche réputée pour être chronophage (Thota et Ramez,
2021 [103] ; Dogucu et Çetinkaya-Rundel, 2021 [25]), nécessitant une analyse
minutieuse de chaque site web d’extraction, une représentation ajustée des
données des objets composant sa structure (DOM), un respect du système
spécifique des balises HTML et des classes Cascading Style Sheets (CSS),
etc. Une telle analyse doit être répétée pour chaque site web gratté.

Dans le cas des sites web d’actualité, il y a également les défis associés
à des cas d’affichage de contenu en défilement infini (Thota et Ramez, 2021
[103]), ainsi que les cas de paywall, nécessitant un paiement pour l’accès à l’ar-
ticle complet (Ghashiya et Okamura, 2021 [34]), comme c’est le cas pour des
sites web comme le nytimes.com et theglobeandmail.com après un cer-
tain nombre d’articles consommés gratuitement. C’est probablement toutes
ces raisons qui font en sorte qu’il existe peu d’études AS faisant usage d’un
grand volume de contenu complet d’articles d’actualité. D’ailleurs, les en-
jeux techniques se multiplient lorsque le grattage web requiert aussi la rétro-
ingénierie des requêtes d’un autre engin, soit BuzzSumo dans le cas présent.
Sans compter qu’un tel scripte aurait besoin d’être paramétré différemment,
car l’objectif des nouvelles requêtes est d’aller chercher le contenu complet de
l’article et non pas seulement les titres. Un tel exercice à grande échelle de-
vient trop prohibitif pour les gains escomptés. Une alternative parcimonieuse
est d’utiliser un échantillon de contenu, en sélectionnant aléatoirement des
titres d’articles du jeu de données principal.

Étant donné que l’objectif est de comparer la distribution en pourcentage
des classes de sentiment, les données aléatoires des titres doivent au final être
distribuées de façon similaire à la population générale, c’est-à-dire celle des
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68000 titres utilisés dans cette étude. À cet égard, pour un test statistique im-
pliquant la mesure d’un effet autre que la moyenne, soit une métrique comme
le taux de la présence d’une variable dans une distribution, la méthode de
bootstrapping est avantageuse. Le bootstrapping est une procédure statistique
qui ré-échantillonne avec remplacement un seul ensemble de données pour
créer de nombreux échantillons simulés. Ce processus permet le calcul des
erreurs standard, des intervalles de confiance et des tests d’hypothèses. Un
des grands avantages de l’utilisation de la méthode bootstrapping est qu’il
n’est pas nécessaire de déterminer si la taille de l’échantillon est suffisam-
ment grande (Arcones et Giné, 1989 [3] ; Hesterberg, 2011 [43] ; Dziak et al.,
2014 [26]). De plus, avec les capacités accrues des ordinateurs d’aujourd’hui,
il est possible de ré-échantillonner à très grande échelle, ayant pour effet de
rendre la distribution normale plus robuste.

Toutes ces raisons expliquent pourquoi cette méthode est souvent sélec-
tionnée comme alternative aux tests-Z plus traditionnels, dont les présuppo-
sitions sont plus contraignantes au niveau distributif et autres. Dans le cadre
de ce mémoire, la méthode bootstrapping a été utilisée de façon similaire aux
méthodes de tests statistiques d’optimisation du taux de conversion en com-
merce électronique (McFarland, 2012 [69] ; Farsaii, 2016 [30]). Dans ce type
d’analyse, le groupe contrôle est constitué par le taux de conversion d’un
échantillon des visiteurs de la page web originale, que l’on compare à celui
d’un échantillon des visiteurs de la page test. Dans le contexte de la distribu-
tion du sentiment, le groupe contrôle est un échantillon dont la somme des
titres a un taux neutre, positif et négatif semblable à celui de la somme de la
population générale observée, soit ≈ .57, ≈ .17 et ≈ .26 respectivement. Le
groupe test est la mesure de ces mêmes taux pour les contenus correspondants
aux titres de l’échantillon.

Mais avant de procéder au test avec la méthode bootstrapping, il y a
eu un autre défi technique à surmonter. RoBERTa, tout comme BERT, est
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incapable de traiter de longs textes en raison de sa mémoire et de sa consom-
mation de temps qui augmentent de manière quadratique (Ding et al., 2020
[24]). La limite imposée produit des sorties d’une dimension fixe dmodel = 512.
Tel que discuté à la section 1.5, la contrainte de 512 s’applique au niveau de la
taille maximum du lot de jetons pouvant constituer une prédiction pour une
séquence de texte donnée. Si une séquence dépasse la limite, une troncature
est appliquée. Pour surmonter cette limite, chaque article de l’échantillon a
été découpé par phrase avec la solution montrée dans l’extrait de code 3.1.

1 content_split = pos_sample.assign(full_article=pos_sample

[0]. str.split(’.’)).explode(’full_article ’)

Extraits de code 3.1 – Solution de découpage d’article

Dans le tableau Pandas contenant ces phrases, une colonne a été créée
avec la correspondance du titre, servant de clé unique pour le repérage ulté-
rieur. Ces phrases ont ensuite été envoyées par pipeline au modèle RoBERTa-
VE, assurant que le critère de prédiction soit le même que pour les titres cor-
respondants. Une fois la tâche de prédiction exécutée, les nouvelles classes de
sentiment attribuées par phrases sont jointes à la colonne des noms de titres.
En créant une table de vérité binaire pour chaque classe c ∈ C des phrases
s = {s1, s2, · · · , sn}, soit la somme agrégée du total vertical des classes pour
s(c) la normalisation sous le regroupement des titres d’articles a, on obtient
la valeur pour argmaxc. Plus formellement, il s’agit d’établir la classe domi-
nante ⌈as(c) par,

⌈as(c) = argmax
c

s∑
n=1

c

C
|a|. (3.1)

Pour l’échantillon aléatoire par classes, un total de 56 titres ont été utilisés
pour le test, soit 30 neutres (.54), 16 négatifs (.29), 10 positifs (.18). L’échan-
tillon des classes par titres sert de groupe contrôle de taille 56. L’échantillon
des contenus d’articles associés aux titres font partie du groupe test de la
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Tableau 3.2 – Statistiques par classes de sentiment
Métrique Test Contrôle Total ou Moy. Diff.

Taille échantillon 56 56 112 n/a
Taux neutre 0.821 0.535 0.679 0.286
Taux négatif 0.125 0.285 0.205 -0.16
Taux positif 0.053 0.179 0.116 -0.126

même taille. L’hypothèse nulle est qu’il n’y a pas de différence statistiquement
significative entre la distribution des classes par titres et celle des contenus.
Le tableau 3.2 montre les métriques pour chaque groupe.

On peut constater que le taux de neutralité des contenus est plus élevé que
celui des titres par .286 points de différence. Naturellement, cette différence
s’avère négative pour la comparaison de groupes des deux autres classes.
Pour générer un test par bootstrapping avec remplacement à partir de ces
résultats, il faut établir la distribution de la différence moyenne entre les
deux groupes. Comme première étape, les échantillons des deux groupes ont
été placés dans les objets size_test et size_control pour générer ensuite
la fonction de ré-échantillonnage. Pour chaque classe, un ré-échantillonnage
aléatoire de la différence entre le groupe test et contrôle avec remplacement
a été effectué 100 000 fois. La fonction de bootstrapping est montrée dans
l’extrait de code 3.2. Pour les objets sample_* le premier argument représente
le nombre de remplacements par cycle de ré-échantillonnage, le deuxième
argument mean_overall représente la moyenne combinée des deux groupes
et l’argument size_* représente la taille de l’échantillon dans chaque groupe.

La Figure 3.9 montre l’histogramme de la distribution normale de l’écart
entre les deux groupes pour chaque classe de sentiment. La barre rouge in-
dique la position réelle observée de la différence du taux d’affectation pour
chaque classe de sentiment. Afin de formellement confirmer ou rejeter l’hypo-
thèse, il ne s’agit à cette étape-ci que de calculer la valeur p pour déterminer
si la différence de taux observée dans le groupe test est significative à ≤ 0.05.
Par exemple, pour le taux de neutralité, il s’agit de la probabilité d’observer

120



Figure 3.9 – Distribution normale avec bootstrapping

une différence bootstrapping ≥ .82 plus la probabilité d’observer une diffé-
rence bootstrapping ≤ .82. Le tableau 3.3 montre les résultats finaux.

1 p_diffs = []

2 for _ in range (100000):

3 sample_ti = np.random.binomial(1, mean_overall , size_test

)

4 sample_co = np.random.binomial(1, mean_overall ,

size_control)

5 sample_new_mean = sample_ti.mean()

6 sample_old_mean = sample_co.mean()

7 p_diffs.append(sample_new_mean - sample_old_mean)

Extraits de code 3.2 – Solution code pour test boostrap

En conclusion, le test statistique par bootstrapping indique qu’il faut re-
jeter l’hypothèse nulle. Par conséquent, l’étude peut émettre l’énoncé qu’en
moyenne, la polarité des titres peut être significativement plus élevée que la
polarité du contenu de l’article d’actualité correspondant. De toute évidence,
cet énoncé concerne uniquement les données des 68 000 titres d’articles à
propos de la Covid-19 sous les thèmes de la vaccination et du confinement.
Ceci étant le cas, à la lumière des données croisées de BuzzSumo, la pro-
chaine analyse explore si cette dite polarité des titres aura une influence sur
le volume de réactions sociales envers l’article.
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Figure 3.10 – Distribution chronologique des articles et réactions

Tableau 3.3 – Valeurs p par classes de sentiment
classe p-value

neutre 0.00173
négatif 0.04592
positif 0.05074

3.3 Impact du sentiment sur la réaction sociale

Les analyses exploratoires ont porté jusqu’à maintenant sur la notion de
neutralité des titres d’actualité à différents niveaux. Cette section porte sur
la relation entre le niveau d’engagement dans les réseaux sociaux en fonction
du sentiment d’un titre d’actualité.

3.3.1 Volumétrie des réactions sociales

La Figure 3.10 montre une répartition chronologique pondérée compa-
rant le nombre de titres par thématiques (l’axe des x) au volume agrégé par
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Figure 3.11 – Matrice de corrélation Pearson

dates des réactions dans les réseaux sociaux (l’axe des y). Hormis les valeurs
aberrantes avec une très forte réaction sociale, il semble y avoir une corré-
lation plus directe entre le volume de réactions sociales et la thématique du
confinement. La matrice de corrélation Pearson (Figure 3.11) tant à confirmer
cette présomption visuelle. Le coefficient Pearson segmenté sur la distribu-
tion chronologique est à .48 pour la relation confinement/engagement contre
.13 pour la relation vaccination/engagement.

En ce qui a trait à la relation entre le sentiment du titre et la réaction
sociale, le calcul est fait en fonction du nombre de réactions pour le total des
titres de chaque classe de sentiment. La colonne engage/article du tableau
3.4 montre un ratio exposant le biais considérable envers les articles polarisés,
particulièrement pour les articles positifs. En effet, les articles positifs et
négatifs génèrent +38% de réactions sociales que les titres neutres, toutes
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Figure 3.12 – Relation entre sentiment du titre et les réactions sociales

thématiques confondues.

Les titres positifs ont à leur tour un ratio plus élevé que les titres négatifs,
mais à peine de l’ordre de +6%. La Figure 3.12 montre visuellement que les
articles neutres suscitent moins de réactions sociales que les articles négatifs
ou positifs. En d’autres termes, portant spécifiquement sur les deux thèmes
associés à la Covid-19 de cette étude, les données indiquent que lorsque le titre
d’un article est polarisé, il reçoit plus de réactions dans les médias sociaux.

3.3.2 Consonance de la réaction sociale

Sur la plateforme Facebook, la mention J’aime est la réaction sociale la
plus répandue. Toutefois, il existe d’autres réactions exprimant plus spéci-
fiquement le sentiment de l’utilisateur envers une pièce de contenu. La pla-
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Figure 3.13 – Relation entre sentiment du titre et les Emojis Facebook

teforme BuzzSumo donne accès aux statistiques pour cinq de ces réactions
Emojis, soit «sad», «angry», «wow», «love» et «haha». À part l’emoji «wow»,
dont le sentiment est plus ambigu étant donné qu’il peut exprimer une émo-
tion autant positive que négative, tout dépendant du titre, les quatre autres
emojis sont distinctement positifs ou négatifs, malgré que «haha» peut avoir
une connotation dérisoire dans certains contextes.

Basé sur ce point de données, il est possible de comparer la consonance
entre le sentiment d’un titre et le sentiment de l’utilisateur à travers son
choix d’Emoji. Pour ce faire, la Figure 3.13 montre la proportion relative du
volume de réactions par Emoji sur Facebook par classes de sentiment.

L’analyse révèle que les emojis positifs, soit «love» et «haha», sont ma-
joritairement associés aux titres d’articles positifs (65%). Inversement, les
emojis négatifs, soit «anger» et «sad», sont majoritairement associés aux
titres négatifs, mais dans une plus petite mesure (55%). Les titres neutres
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Tableau 3.4 – Engagement par classes de sentiment
sentiment article s engage senti_distr engage distr engage/article

negative 17733 63548377 0.26 0.3 3584
neutral 38775 103013925 0.57 0.49 2657
positive 11492 43619346 0.17 0.21 3796

sont répartis à 46% d’emojis positifs contre 44% négatifs, donc très proches
de la parité. L’emoji «wow» est pour sa part réparti de manière assez simi-
laire entre les trois classes de sentiment, quoiqu’il est un peu plus fortement
représenté dans la classe négative. En termes de la variance des ratios, ce
sont les emojis «love» et «anger» qui semblent déterminer la pondération
finale des classes de sentiment.

3.4 Discussion

L’analyse exploratoire soulève plusieurs observations à propos de la neu-
tralité des médias envers certains sujets durant la pandémie de la Covid-19.
Elle pointe également vers une relation assez forte entre le sentiment d’un
titre d’actualité et le nombre de réactions sociales qu’il génère. Ces observa-
tions ne sont toutefois pas entièrement homogène sur toutes les dimensions
d’analyse. Le niveau de neutralité se voit variable d’un pays à l’autre, ainsi
que d’un média à l’autre. De plus, la figure 3.8 démontre que le sujet du
confinement est associé à beaucoup plus d’articles négatifs que ceux à propos
de la vaccination, qui eux sont beaucoup plus neutres. De plus, le test sta-
tistique indique que la proportion des titres d’articles polarisée est beaucoup
plus grande que celle du contenu des articles, qui eux sont majoritairement
neutres selon les résultats du modèle. À travers les avancées en intelligence
artificielle, ces analyses peuvent contribuer à mieux comprendre les facteurs
sociaux qui influencent le comportement humain de façon générale, afin d’ai-
der les diverses institutions sociales à mieux gérer une crise comme celle de
la pandémie de la Covid-19.
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Conclusion

Le présent mémoire a porté sur deux axes complémentaires de l’analyse
du sentiment par apprentissage machine. D’une part, il a été question du dé-
veloppement d’une technique de réglage fin et d’annotation programmatique
avec des modèles de réseaux de neurones par transformer. D’une autre part,
il a été question d’explorer les données prédites par le modèle conçu avec
cette technique. Le complément de ces deux axes a permis de faire un grand
tour d’horizon de la discipline. Les résultats des expériences et des explora-
tions ont pour leur part contribué à faire grandir ce champ de recherche. En
conclusion, les deux prochaines sections vont faire un retour sur les expé-
riences et les analyses, suivi des pistes de développement futur à considérer
en fonction des limites de cette étude.

Retour sur les expériences

Basé sur les avancées antérieures de Ghashiya et Okamura (2021) [34],
le développement de la technique de réglage fin par ensemble MDLsoft a le
potentiel d’aider à réduire le coût important de l’annotation manuelle de
données d’entraînement spécialisées. Cette avancée se voit à son tour facili-
tée par le nouvel environnement Hugging Face Transformers, dont les hubs
de modèles et de jeux de données en accès libre ne cessent de grandir depuis
2021 (ayant atteint près de 70 000 étoiles sur GitHub en août 2022). Les expé-
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riences conduites lors de ce mémoire ont grandement bénéficié des connexions
fluides et des pipelines de données et de modèles robustes de Hugging Face.
Derrière cette plateforme logicielle libre, il y a les avancées en intelligence
artificielle qui lui ont donnée naissance, soit les réseaux de neurones transfor-
mers. Quoique cette architecte suscite aujourd’hui beaucoup d’enthousiasme
et d’intérêt pour la recherche, il y a encore beaucoup à faire pour améliorer la
performance et la robustesse des modèles qui en découlent. En commençant
par mieux comprendre les fondements du mécanisme d’auto-attention, dont
la grande efficacité n’a toujours pas d’explication théorique ferme (Sun et
Lu, 2020 [97]).

Il en est de même d’ailleurs pour les réseaux de neurones eux-mêmes.
Bien que les applications de l’apprentissage profond aux problèmes du monde
réel soient devenues omniprésentes, nous ne comprenons toujours pas pour-
quoi ces architectures de neurones sont à ce point efficaces (Sejnowski, 2020
[92]). Dans les faits, basés sur les principes fondamentaux en statistiques, ces
résultats empiriques ne devraient même pas être possibles selon la théorie
de l’optimisation non convexe. Néanmoins, la rétropropagation fonctionne.
D’ailleurs, des récentes recherches en neurosciences démontrent que ce méca-
nisme pourrait aider à formuler de meilleures théories à propos du processus
d’apprentissage dans le cerveau humain (Millidge et al., 2022 [75]). À cet
égard, les expériences et les analyses menées dans le cadre de ce mémoire se
veulent une humble contribution dans cette grande quête pour mieux com-
prendre qu’est-ce que l’apprentissage, tant au niveau machine qu’humain.

Futurs travaux et améliorations

Il y a certaines pistes d’améliorations et d’expansion de la recherche qui
peuvent potentiellement découler des travaux pour ce mémoire, tant au ni-
veau des techniques de réglage fin qu’au niveau de l’analyse exploratoire du
sentiment.
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Au niveau du réglage fin, voici certaines pistes qui pourraient mériter des
travaux ultérieures et combler les limites de cette étude,

— Tout d’abord, le modèle d’ensemble MDLsoft par transformers a été
testé dans un cadre relativement restreint, tant au niveau des tâches
que des domaines. Pour établir une telle technique à plus grande
échelle, il faudra des test additionnels couvrant un plus grand nombre
de tâches NLU (autres que l’AS) sur un plus grand spectre de do-
maines (autre que les titres d’actualité à propos de la Covid-19),

— Le modèle d’ensemble MDLsoft pourrait être testée de façon plus mo-
dulaire en incluant d’autres approches, comme MDLhard avec l’ajout
de couches entièrement connectées entre les domaines,

— Le test de performance d’acuité prédictive s’est limité à la comparai-
son de modèles transformers entre eux, pour respecter le cadre expé-
rimental des principales questions de recherche. Toutefois, il y aurait
lieu de faire des tests entre le modèle RoBERTa-VE final et d’autres
types de modèles, comme les Bi-LSTM ou encore des modèles plus
traditionnels comme SVM ou NB,

— Dans le même ordre d’idée, la technique d’ensemble MDLsoft pour-
rait elle-même être testée avec différents encodeurs en dehors de Ro-
BERTa BASE, comme RoBERTaLARGE, BERT, ALBERT, DistilBERT
ou ELECTRA,

— Finalement, le modèle d’étude d’ablation par facteurs θ, inspiré des
techniques établies (Meyes et al., 2019 [72]), pourrait être une avenue
d’analyse empirique intéressante pour la recherche en intelligence ar-
tificielle. Mais une des limites de l’expérience est l’absence d’un test
sur le quadrant I, pour tester la force combinée des hyper-paramètres
et d’un plus grand volume de données domaines.

En ce qui a trait à de futurs travaux en analyse du sentiment exploratoire,

— Dans le domaine de la neutralité journalistique, il aurait été inté-
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ressant de comparer le niveau de neutralité pour différents sujets de
presse. Par exemple, est-ce que les médias en général rédigent des
titres plus polarisés lorsqu’ils parlent de politique ou de sport ? Si
c’est la cas, dans quelle mesure et quels sont ces sujets ?

— De plus, dans le cadre réduit de cette analyse exploratoire, il semble y
avoir une relation assez forte entre le sentiment d’un titre d’actualité
et la réaction sociale qu’il génère. Cette relation n’est présentement
pas explorée dans la littérature en lien avec l’analyse du sentiment.
Une plateforme comme BuzzSumo pourrait servir à explorer cette
relation plus en profondeur,

— Finalement, en termes d’analyse du sentiment au sens propre, cette
étude a pu combler une des limites de l’analyse de Ghashiya et Oka-
mura, en présentant un cadre ternaire au lieu de binaire. Toutefois,
il serait intéressant de tester des modèles de détection de l’émotion
encore plus granulaires. Par exemple, en utilisant des modèles de cinq
classes ou des émotions fines, comme la colère, la tristesse, la joie,
la confiance, etc. Ainsi, il serait possible de comprendre quels types
d’émotions sont véhiculés par les médias de presse à propos des diffé-
rents sujets qui affectent notre quotidien. Compte tenu du rôle d’in-
fluence sociale important des organes journalistiques, surtout dans
un monde maintenant aussi connecté par les réseaux sociaux, une
meilleure compréhension du phénomène serait bénéfique.
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