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Resumo

Anotações semânticas permitem associar a dados ou porções de dados não-estuturados

(e.g., menções relevantes em textos) recursos com semântica bem deĄnida em bases de

conhecimento (e.g., DBpedia, Wordnet, Babelnet) que ajudam a explicar a que os dados

anotados se referem. Tais anotações permitem melhor explorar os dados anotados em

uma miríade de domínios e aplicações, incluindo comércio, marketing, turismo, segurança

pública, entre outras. Todavia, ao tentar capturar a semântica de dados, como, por exem-

plo, postagens em mídias sociais, aplicações de enriquecimento semântico esbarram em

problemas como o uso de gírias e regionalismos, e principalmente, a ocorrência de ambi-

guidade. Várias técnicas ao longo dos anos tentam desambiguar menções a entidades do

mundo real em textos para efetuar anotações semânticas corretas. Este trabalho consiste

em realizar um estudo do estado da arte do problema da ambiguidade de palavras, tendo

como objetivo o domínio das técnicas e ferramentas disponíveis atualmente e que vêm

sendo utilizadas na solução deste problema, como por exemplo os embeddings de palavras

e conhecimento. A partir disso, pretende-se desambiguar as menções existentes em pos-

tagens de mídias sociais com o auxílio dos embeddings em conjunto com redes neurais.

Para tal, são identiĄcadas e selecionadas implementações existentes de embeddings. Con-

textos semânticos são capturados, representados e explorados nesses embeddings para a

desambiguação de anotações. A abordagem proposta é avaliada na melhoria da precisão

de anotações de conjuntos de tweets, como por exemplo o dataset Microposts, que fornece

conjuntos de tweets anuais.

Palavras-chaves: Anotações Semânticas, Desambiguação, Contextos Semânticos, Em-

beddings de Conhecimento, Grafos de Conhecimento, Redes neurais





Abstract

Semantic annotations allow to link unstructured data (e.g., relevant references in doc-

uments) to resources with well-founded semantics in knowledge information bases (e.g.,

DBPedia, Wordnet, Babelnet, Google Knowledge Graph) that help to explain what those

annotated data are referring to. Such annotations enable better exploitation of the anno-

tated data in a myriad of domains and applications, including marketing, tourism, and

public security, among many others. However, by trying to capture the semantics in data,

such as social media posts, the computer may face problems, such as the common use of

slangs and regionalisms in informal conversation, and mainly the occurrence of ambigu-

ity. Many techniques over the years try to disambiguate mentions to real world entities

in documents to produce correct semantic annotations. This work consists in an study of

the state of the art of the word ambiguity problem, having as objective the mastery of the

techniques and tools available that are being used to solve this problem, such as knowl-

edge and word embedding. From this, it is intended to disambiguate mentions present

in social media contents by using embeddings together with neural networks. For such,

implementations of embeddings are identiĄed and selected. Semantic contexts are cap-

tured, represented and explored in these embeddings for annotation disambiguation. The

proposed approach is evaluated in the improvement of the precision of the annotations

from a set of tweets, such as the Microposts dataset, which provide annual sets of tweets.

Key-words: Semantic Annotation, Disambiguation, Semantic Contexts, Knowledge Em-

bedding, Knowledge Graphs, Neural networks
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1 Introdução e objetivos

1.1 Introdução

Com o avançar da tecnologia, a quantidade de dados produzida a cada dia só

aumenta. Mídias sociais (e.g., Facebook, Twitter, Instagram) e bibliotecas digitais estão

entre as fontes de dados mais utilizadas atualmente. Os dados nelas disponíveis podem ser

úteis para uma variedade de aplicações. Todavia, documentos texto e postagens em mídias

sociais são dados não estruturados e costumam apresentar problemas como ambiguidades,

tornando sua semântica difícil de capturar e tratar computacionalmente (LANDEGHEM,

2016).

Anotações semânticas são uma alternativa para contornar tais problemas. Uma

anotação semântica associa uma porção de dado (e.g. uma menção a uma entidade em

um texto) a uma descrição formal e processável por máquina daquilo a que se refere (e.g.

recurso de grafo de conhecimento que descreve tal entidade). Por exemplo, uma menção

à entidade nomeada Michael Jordan em um texto (e.g., artigo de revista, conteúdo

textual de um tweet) pode ser ligada, por meio de uma anotação semântica, a um nodo de

grafo de conhecimento (e.g. DBpedia1) (LEHMANN et al., 2015) representando o jogador

de basquete, famoso por ter jogado no Chicago Bulls e ser 6 vezes campeão da NBA.

Entretanto, adicionar anotações semânticas a porções de textos, principalmente

os provenientes de mídias sociais, não é uma tarefa trivial. Esses textos podem ter uma

quantidade considerável de informalidade, com utilização de gírias ou regionalismos. Além

disso, o signiĄcado de cada palavra em um texto depende do autor e de todo o contexto e da

palavra dentro deste texto. Por exemplo, ao utilizar a palavra apple em um texto, o autor

pode se referir à fruta ou à empresa de tecnologia. Esse é o problema conhecido como

ambiguidade de palavras (LANDEGHEM, 2016), característica intrínseca em qualquer

língua natural.

Uma popular rede social com uma variedade de assuntos é o Twitter. Essa rede

social de microblogging tem uma média de 330 milhões de usuários ativos por mês e gera

um total de 500 milhões de tweets por dia (OMNICORE, 2018). Ao obter um conjunto

de tweets podemos nos deparar com dados escritos das mais diversas maneiras. Caso

uma ferramenta computacional decida por sempre escolher, por exemplo, o signiĄcado

estatisticamente mais provável para cada palavra, tal abordagem pode gerar anotações

imprecisas.

Uma maneira intuitiva utilizada pelos seres humanos para resolver ambiguidades

1 https://wiki.dbpedia.org/
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durante uma conversa é analisar o contexto onde cada palavra está inserida, para então

atribuir a ela o signiĄcado correto. Visando aumentar a precisão das anotações existentes

e das novas que serão geradas, a ideia deste trabalho portanto é desenvolver uma ferra-

menta que durante o processo de anotações semânticas aumente o escopo de análise. Ou

seja, utilizar as outras palavras presentes na mesma frase, ou em frases próximas, para

desambiguar as menções à entidades do mundo real (entidades nomeadas), de modo que

o signiĄcado delas auxilie a desambiguação, fornecendo um contexto semântico adequado.

Várias técnicas vêm sendo usadas ao longo dos anos para auxiliar o processo de

desambiguação de porções de dados não-estruturados. Dentre tais técnicas, técnicas ba-

seadas em embeddings têm se desenvolvido rapidamente e gerado bons resultados para

uma variedade de problemas relacionados à semântica de dados. Embeddings, conside-

rando o problema de anotação semântica de dados textuais, têm a função de mapear

objetos discretos em vetores de números reais. A técnica se divide algumas vertentes, que

se diferenciam no tipo de objeto mapeado. Este trabalho estuda duas dessas vertentes: os

embeddings de palavra (MIKOLOV et al., 2013), que trabalham com palavras presentes

em textos e documentos; e os de conhecimento (WANG et al., 2017), que mapeam triplas

de um KG. Pelo fato de ambas as vertentes apresentarem um crescimento considerável

em importância, este trabalho se aprofunda no conhecimento e domínio de ambas, mais

precisamente no uso da biblioteca chamada fastText2.

Abordagens atuais focam na utilização de embeddings de palavra e de entidades

(uma variante de embeddings de palavras/documentos) com redes neurais profundas. No

entanto, a utilização de embeddings de conhecimento em conjunto com os de palavras em

redes neurais profundas ainda não foi devidamente analisado.

1.2 JustiĄcativa

Anotação semântica de dados textuais oriundos de mídias sociais ainda sofre por

enfrentar alguns problemas, sendo um dos principais deles, e foco deste trabalho, a am-

biguidade de palavras. Informações relevantes e aproveitáveis podem ser extraídas de

postagens de mídias sociais semanticamente enriquecidas. Por exemplo, inferir índices de

aprovação e rejeição de políticas, analisar a popularidade de uma entidade (e.g. pessoa,

instituição, produto, marca) em algum setor da sociedade, entre outros.

1.3 Objetivo geral

O objetivo geral deste trabalho é a aplicação de embeddings de conhecimento e

palavras, gerados pela ferramenta FastText, em redes neurais profundas, visando obter re-

2 https://fasttext.cc/
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sultados melhores que as abordagens existentes de desambiguação de entidades nomeadas

em postagens de mídias sociais.

1.4 Objetivos especíĄcos

1. Compreender o estado da arte: estudar e conhecer as principais técnicas sendo

utilizadas atualmente para desambiguar entidades nomeadas e que utilizem embed-

dings de conhecimento ou palavras. O intuito deste estudo é se habilitar para realizar

experimentos no âmbito deste TCC e identiĄcar oportunidades de contribuição ci-

entíĄca para empreendimentos futuros, tais como um eventual mestrado;

2. Estudar abordagens: conhecer e compreender as abordagens existentes na litera-

tura e identiĄcar pontos fracos e fortes de cada uma;

3. Escolher alternativas: baseado no estudo anterior, selecionar qual abordagem

adequa melhor ao objetivo geral desta proposta;

4. Implementar: usando uma ferramenta escolhida, propor e implementar uma al-

ternativa que trata especiĄcamente da resolução o problema de desambiguação de

menções em texto;

5. Realizar experimentos e documentar os resultados obtidos: Após a imple-

mentação da ferramenta e a produção de resultados, realizar um estudo identiĄcando

se as alternativas de desambiguação de menções a entidades que foram estudadas,

escolhidas e implementadas de fato melhoraram a precisão das anotações semânti-

cas.

1.5 Metodologia de pesquisa

A metodologia adotada consiste primeiramente de uma revisão bibliográĄca de

trabalhos publicados, com o objetivo de conhecer as técnicas e ferramentas existentes

na atualidade. A partir disso, é estabelecido domínio do problema em questão. Por Ąm,

utilizar o que foi aprendido para se apoiar nas técnicas existentes estudadas em busca

de uma solução eĄciente e funcional para a desambiguação de menções nomeadas em

postagens de mídias sociais.

A princípio, é necessário ter domínio das principais abordagens de desambiguação

de menções a entidades nomeadas. Uma tendência observada em abordagens recentes é a

utilização de redes neurais profundas com embeddings de palavras e embeddings de enti-

dades. No entanto, há poucas abordagens que utilizem embeddings de conhecimento. Por

isso, alguns artigos sobre o FastText (BOJANOWSKI et al., 2017; JOULIN et al., 2017)
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foram estudados para melhorar o entendimento sobre a ferramenta e, como consequência,

deĄnir de maneira mais adequada os parâmetros utilizados para gerar os embeddings.

Uma rede neural profunda simples foi proposta e implementada a Ąm de averiguar

a eĄciência do uso de embeddings de palavras e conhecimento na desambiguação de enti-

dades nomeadas em postagens de mídias sociais. Para veriĄcar a eĄciência da abordagem

proposta em comparação a outras abordagens da literatura, foi utilizado o sistema de

benchmark GERBIL3 (RÖDER; USBECK; NGOMO, 2018). O sistema GERBIL mede a

eĄciência de uma solução para tarefa relacionada a Entity Linking (EL) através de medidas

como precisão, cobertura e F1 Score. Neste trabalho, a principal medida de comparação

é o F1 Score.

1.6 Estrutura do documento

O Capítulo 2 apresenta os conceitos relevantes ao trabalho para melhor compre-

ensão do leitor. O Capítulo 3 discute trabalhos relacionados e o principal motivo que

torna esta proposta interessante e inovadora. A seguir, o Capítulo 4 foca na proposta do

trabalho, e discute mais a fundo os detalhes de implementação e experimentos a serem

realizados. Após isso, o Capítulo 5 mostra os resultados dos experimentos realizados no

trabalho, tendo como base o que foi dito no Capítulo 4. Por Ąm, o capítulo 6 apresenta

as conclusões do trabalho, bem como ideias para trabalhos futuros.

3 http://gerbil.aksw.org/gerbil/





24 Capítulo 2. Fundamentação teórica

Os KG vêm em uma crescente de popularidade recentemente, principalmente por

serem utilizados e explorados em pesquisas relacionadas à Web Semântica (BERNERS-

LEE; HENDLER; LASSILA, 2001). Apesar da tecnologia existir a mais tempo, foi após

o Google Knowledge Graph ser divulgado, em 2012, que essa fama ganhou mais força. Ao

apresentar o seu novo método de conduzir buscas, o conceito de Grafo de Conhecimento

foi resumido em Şthings, not stringsŤ. Ou seja, Şum grafo que compreende entidades do

mundo real e suas relações umas com as outrasŤ (SINGHAL, 2012).

Por estar em foco nas pesquisas na área de ciência de dados, diversas deĄnições de

grafo de conhecimento foram surgindo. Apesar do aprofundamento nos estudos sobre KG,

não há uma convergência clara entre as inúmeras deĄnições, com algumas delas sendo

suĄcientemente genéricas, podendo ser utilizadas, inclusive, para representar ontologias

(EHRLINGER; WÖSS, 2016).

Um KG amplamente utilizado e conhecido é a DBpedia. O grafo é composto prin-

cipalmente por dados provenientes dos artigos da Wikipedia em mais de 111 idiomas.

Apenas a versão inglês da Wikipedia é responsável por mais de 400 milhões de fatos que

descrevem 3,7 milhões de entidades (LEHMANN et al., 2015).

2.2 Anotações Semânticas

Outro conceito importante para entendimento no desenvolvimento deste trabalho é

o de anotações semânticas. Conforme mencionado, são elas que vão nos ajudar no processo

de desambiguação de palavras e permitir representar os resultados de tal processo. O termo

ŞanotaçãoŤ, de uma maneira geral, signiĄca anexar dados a outros dados (OREN et al.,

2006). Uma anotação semântica então liga o dado a ser anotado (e.g. menção em um texto)

a uma deĄnição daquilo a que tal dado se refere (e.g., conceito ou entidade em um grafo de

conhecimento). Anotar semanticamente é o processo de anexar informações formalizadas

em uma base de conhecimento tal como um KG. Quando um trecho de texto recebe uma

anotação semântica, sua semântica se torna processável por computadores (ONTOTEXT,

2018).

Um paralelo do conceito de anotação no mundo real pode ser feito ao analisar o

comportamento humano de rabiscar seus livros e documentos com palavras que facilitem

o seu entendimento. Muitas vezes, os autores não conseguem passar a mensagem desejada

ao leitor, já que por serem duas pessoas diferentes, eles pode ter maneiras distintas de

pensar e interligar ideias. Por isso, muitas vezes o leitor pode escrever com suas próprias

palavras o signiĄcado de uma frase ou palavra como forma de anotação no texto, para

evitar uma pesquisa mais extensa e demorada toda vez que esbarrar naquele trecho de

texto.

Realizar uma anotação em um texto ou documento signiĄca demarcar um trecho
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do texto (e.g., uma palavra, o nome de uma pessoa, um local) e ligá-lo a informação adi-

cional. Anotar semanticamente é análogo, mas com uma diferença fundamental, o valor

da anotação precisa ser tomado de uma base de conhecimento (e.g. grafo de conheci-

mento) onde as deĄnições das coisas e as relações entre elas são formalmente descritas e

processáveis por máquinas.

O uso de anotações semânticas no escopo desse trabalho é de suma importância no

que diz respeito à desambiguação de palavras. É necessário ter uma base de conhecimento

com informações consistentes, para que possam ser geradas anotações que apontam para

as entidades corretas, a Ąm de desambiguar o texto a ser analisado. No exemplo apresen-

tado anteriormente, que trata do ex-jogador de basquete Michael Jordan, uma anotação

incorreta poderia apontar a palavra Jordan para o recurso que representa o país Jordânia

(Jordan em inglês), desambiguando incorretamente esta palavra.

2.3 Embeddings de Palavra e Conhecimento

No que se refere à motivação deste trabalho, o problema de desambiguar entidades

nomeadas em mídias sociais já foi explorado de diversas maneiras em pesquisas anteri-

ores nos últimos anos, porém sem atingir resultados satisfatórios (GONGQING; YING;

XUEGANG, 2018; DERCZYNSKI et al., 2014). Dentre as técnicas utilizadas, a embed-

ding é uma das mais exploradas atualmente. Um embedding é o mapeamento de objetos

discretos, como palavras, para vetores de números reais (TENSORFLOW, 2018), que

condensam propriedades e relações relevantes desses objetos em espaços usualmente de

dimensionalidade bem mais baixa que modelos vetoriais para vocabulários com milhares

de palavras.

A técnica de embeddings, no entanto, possui uma classiĄcação que a divide em

duas outras técnicas mais especíĄcas: os embeddings de palavra e os embeddings de conhe-

cimento. A diferença entre as duas está no tipo de dado a ser mapeado, pois enquanto a

primeira técnica mapeia palavras ou frases para vetores de números reais, a segunda trata

não apenas disso, mas de triplas presentes em grafos de conhecimento.

Foi através do word2vec (MIKOLOV et al., 2013) que os embeddings de palavras

começaram a receber uma atenção especial de pesquisadores, principalmente na área de

Processamento de Linguagens Naturais (NLP). Isso se deve ao fato de embeddings de

palavras terem mostrado uma melhora signiĄcativa ao realizar algumas tarefas de NLP,

como análise de sentimentos (SOCHER et al., 2013).

Embeddings de palavra são importantes também para o aprendizado de máquina.

Entradas para algoritmos de aprendizado de máquina podem utilizar palavras de um

texto, que não possuem uma representação vetorial natural. A técnica de embeddings

é uma maneira comum e efetiva de transformar objetos discretos em vetores de núme-
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ros reais (TENSORFLOW, 2018). Juntando os vetores de todas as palavras analisadas,

obtém-se uma matriz, que pode ter seus valores alterados baseado no conjunto de da-

dos utilizados para treinar o modelo de embedding. Apesar dos avanços destacados, os

embeddings de palavras não se mostraram tão satisfatórios ao enfrentar o problema de

desambiguação de entidades nomeadas em postagens de mídias sociais (DERCZYNSKI

et al., 2014).

O baixo desempenho dos embeddings de palavras ao tratar da desambiguação de

entidades nomeadas se deve ao fato de que ao mapear as palavras para vetores, acaba-

se misturando algumas características importantes da mensagem, como, por exemplo,

os contextos em que a palavra aparece com signiĄcados distintos (LANDEGHEM, 2016).

Portanto, a precisão do modelo depende muito do conjunto de dados utilizado para treiná-

lo. Dados de experimentos de uma fonte diferente da utilizada para dados de treinamento

podem acarretar em uma precisão baixa, como por exemplo tentar desambiguar artigos

cientíĄcos usando um modelo treinado para desambiguar tweets, ou vice-versa. O baixo

desempenho nesse caso seria atribuído ao fato dos conteúdos possuírem muitas diferenças

quanto a maneira de escrita e tipo de linguagem utilizada.

Algumas técnicas que consistem em capturar outras informações adicionais, como,

por exemplo, conhecimento prévio proveniente de bases de conhecimento, o que nos leva

aos embeddings de conhecimento. Os embeddings de conhecimento, também chamados de

embeddings de grafos de conhecimento, se aproveitam das características de um KG para

realizar o mapeamento de recursos e suas relações em um KG para vetores, com mais

precisão quanto a semântica do que embeddings de palavras por guardar informações de

como a entidade se relaciona no mundo real. Isto é, não analisa uma palavra, mas sim a

que (e.g. entidade, conceito) ela se refere, bem como suas relações com outros recursos

descritos no KG. Apenas considerando isso, alguns trabalhos da literatura observaram

uma melhora nos resultados ao inserir outro tipo de embedding nos seus experimentos

(SEVGILI; PANCHENKO; BIEMANN, 2019).

2.4 Redes Neurais Long Short-Term Memory

As redes neurais também estão se tornando cada vez mais populares na ciência

de dados. Sua motivação surgiu com avanços no campo de Inteligência ArtiĄcial (IA),

suprindo a necessidade de um sistema computacional que simula os neurônios de um

cérebro humano, sendo representada por diversos nós interconectados através de camadas.

Uma rede neural simples possui três camadas, sendo a primeira chamada de ca-

mada de entrada e a última a camada de saída. Entre elas, existe uma ou mais camadas

que podem ser denominadas ocultas. São as camadas ocultas que têm seus nós ativados

e estimulados de acordo com a entrada da rede neural, simulando o funcionamento dos
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neurônios do cérebro humano e produzindo um resultado na saída (FUKUSHIMA, 1975).

Entretanto, tipicamente é difícil prever o quanto um raciocínio sobre eventos ante-

riores inĆuencia os eventos futuros. Como este trabalho se propõe a desambiguar menções

presentes em tweets a partir de seus contextos, uma rede neural simples não seria adequada

por falhar em levar o contexto em consideração. Visando resolver este problema, as redes

neurais recorrentes (RNN) implementam um laço em suas camadas ocultas onde apren-

dizados obtidos em camadas mais avançadas servem de estímulo para camadas anteriores

(RUMELHART; HINTON; WILLIAMS, 1988).

Na teoria, uma RNN resolve o problema de utilizar o contexto de um tweet na sua

desambiguação, mas na prática alguns problemas foram reportados ao utilizar RNNs

quando a recorrência possuía um longo intervalo (BENGIO; SIMARD; FRASCONI,

1994).

As redes Long Short-Term Memory (LSTM) (HOCHREITER; SCHMIDHUBER,

1997) são redes neurais especializadas em guardar informações no longo prazo, e desde

sua concepção elas têm encontrado espaço nas mais variadas áreas de estudo da ciência de

dados e inteligência artiĄcial, como reconhecimento de escrita (SCHMIDHUBER, 2014;

GRAVES; SCHMIDHUBER, 2009) e reconhecimento de fala (HANNUN et al., 2014; SAK

et al., 2015).





29

3 Trabalhos Relacionados

Este capítulo apresenta e analisa os trabalhos que abordam o problema de de-

sambiguação de entidades nomeadas, focando, principalmente, em trabalhos que utilizem

embeddings ou que tratam de postagem em mídias sociais. A Tabela 1 apresenta os tra-

balhos levantados na revisão bibliográĄca. As colunas representam, respectivamente, os

trabalhos em questão (incluindo a proposta deste trabalho), as fontes de dados utilizadas,

o tipo de dado anotado e o método utilizado na desambiguação.

Tabela 1 Ű Comparação entre os trabalhos relacionados

Trabalho Entradas Dado anotado Método

(GUO et al., 2013) Wikipedia Texto informal (Microblog) Graph-based Microblog Entity Linking
(GMEL)

(FANG; CHANG, 2014) Wikipedia Texto informal (Microblog) Spatiotemporal and End-to-end Entity Lin-
king

(DERCZYNSKI et al., 2014) DBpedia Texto informal (Microblog) Named Entity Recognition (NER)

(LI et al., 2016) Linkless Wikipedia Texto formal Gibbs Sampling

(MORENO et al., 2017) Wikipedia Texto formal Binary classiĄers (Word Embedding, Entity
Embedding)

(CHEN et al., 2017) Wikipedia, Freebase Texto formal Pairwise boosting regression tree (Word Em-
bedding, Entity Embedding)

(LE; TITOV, 2018) Wikipedia, Yago Texto formal Conditional random Ąeld, loopy belief pro-
pagation (Word Embedding, Entity Embed-
ding)

(KOLITSAS; GANEA; HOFMANN, 2018) Wikipedia Texto formal Shallow FFNN and LSTM (Word Embed-
ding, Entity Embedding)

(ZHU; IGLESIAS, 2018) DBpedia Texto formal Embedding de Palavras

(MARTINS; MARINHO; MARTINS, 2019) Wikipedia Texto formal Embeddings de Palavras e de Entidades

(SEVGILI; PANCHENKO; BIEMANN, 2019) Wikipedia, DBpedia Texto formal Embeddings de Palavras e de Conhecimento
e Redes Neurais

(WANG; IWAIHARA, 2019) Wikipedia Texto formal Embedding de Palavras e Redes Neurais

(PARRAVICINI et al., 2019) DBpedia Texto formal Embedding de Conhecimento

(HAN et al., 2019) Wikipedia Texto informal (Microblog) Stanford CoreNLP

(HOSSEINI et al., 2019) Wikipedia Texto informal (Microblog) Embedding de Entidades

Este Trabalho Wikipedia, DBpedia Texto informal (Microblog) Embeddings de Palavras e de Conhecimento
e Redes Neurais

Os trabalhos estão organizados por ordem cronológica e são analisados através das

colunas das tabelas. Trabalhos recentes mais comumente utilizam a Wikipedia como fonte

de dados, enquanto poucos deles utilizam a DBpedia. Dentre os benefícios da Wikipedia,

podemos observar que descrições presentes em suas páginas servem para dar um contexto

ao desambiguar palavras (WANG; IWAIHARA, 2019). A Wikipedia também é usada

em (MARTINS; MARINHO; MARTINS, 2019) para calcular probabilidades a priori de

correlações entre duas entidades.

É inegável que a Wikipedia é considerada uma boa fonte de dados para a tarefa

de desambiguação de menções, principalmente por estar em constante atualização pela
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própria comunidade. Todavia, espera-se que a DBpedia traga resultados mais satisfatórios,

uma vez que traz os mesmos dados presentes na Wikipedia mas com a vantagem de

reorganizá-los para o formato de triplas, permitindo a representação de entidades com

semântica precisa e em formato padronizado (padrão RDF).

Além disso, como já apresentado no Capítulo 2, o formato de triplas permite que

as entidades da DBpedia sejam representadas como embeddings de conhecimento. Dessa

forma, este trabalho utiliza as duas fontes em momentos separados: a Wikipedia continua

sendo utilizada, para geração de embeddings de palavras, enquanto a DBpedia gera os de

conhecimento. Mais detalhes sobre este processo são descritos no Capítulo 4

Quanto ao tipo de dado anotado, embora a maioria dos trabalhos mencionados

tenha utilizado textos formais, este trabalho optou por textos informais, mais precisamente

Tweets. Essa escolha é justiĄcada pelo fato de que abordagens que tratam de textos

formais já são relativamente maduras, atingindo valores F1 acima de 90% (LIU et al.,

2019; PARRAVICINI et al., 2019).

Alguns trabalhos serviram de inspiração para a implementação do método de de-

sambiguação escolhido. A grande maioria se apoia no uso de redes neurais para pro-

duzir seus resultados, geralmente combinando com o uso de embeddings. Em (WANG;

IWAIHARA, 2019) é possível perceber que tal combinação apresentou resultados superi-

ores a de sistemas populares, como DBpedia Spotlight1 e Babelfy2.

Foi observado que uma pequena parcela de trabalhos existentes utilizam embed-

dings de conhecimento juntamente com o embedding de palavras, assim como esta pro-

posta. Dentre os motivos para o uso desses embeddings, (SEVGILI; PANCHENKO; BIE-

MANN, 2019) apontam que houve uma melhora nos resultados após a inclusão de embed-

dings de conhecimento, sendo que seu modelo já utilizava embeddings de palavras e redes

neurais.

No entanto, os embeddings eram gerados utilizando técnicas diferentes: os de pa-

lavra foram gerados utilizando Word2Vec e os de conhecimento foram gerados através do

DeepWalk (PEROZZI; AL-RFOU; SKIENA, 2014). Este trabalho também gera os em-

beddings de palavra e conhecimento separadamente mas se difere por utilizar o fastText

para ambos.

1 https://www.dbpedia-spotlight.org/
2 http://babelfy.org/
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4 Proposta do Trabalho

Conforme discutido no Capítulo 3, o estado da arte da desambiguação têm obtido

resultados mais satisfatórios utilizando embeddings de palavras em conjunto com os de

conhecimento, sendo que o resultado deste processo de geração serve de alimento para uma

rede neural. A Figura 2 traz uma visão geral da proposta deste trabalho e em seguida, a

proposta é descrita em mais detalhes.

Figura 2 Ű Visão geral da proposta.

4.1 Geração dos Embeddings

Em (SEVGILI; PANCHENKO; BIEMANN, 2019), os autores treinam os embed-

dings de palavra e conhecimento usando duas técnicas diferentes, considerando que a rede

neural será capaz de alinhar os dois tipos de embedding. Na proposta deste trabalho, os

embeddings também são treinados de maneira separada, mas utilizando a mesma técnica,

no caso fastText. Por conta disso, a mesma função será aplicada para geração dos em-

beddings, além de usar também os mesmos valores para dimensão, e com isso o resultado

Ąnal de ambos tende a estar no mesmo espaço vetorial.
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Apoiado no fato do resultado pertencer ao mesmo espaço vetorial, é esperado

que a rede neural consiga comparar tipos de embeddings diferentes com mais facilidade

e gere resultados mais satisfatórios. Isto é, em (SEVGILI; PANCHENKO; BIEMANN,

2019) os embeddings são gerados através de técnicas diferentes e consequentemente estão

em espaços vetoriais diferentes. O referido trabalho conĄa na rede neural para que ela

desambigue as entidades mesmo assim, correndo o risco de obter resultados inferiores por

conta disso.

Para o treinamento de embeddings de palavras, foi utilizado o arquivo de entrada

disponibilizado no próprio repositório da biblioteca fastText. Tal arquivo é um dump da

Wikipedia em 9 idiomas diferentes (Árabe, Tcheco, Alemão, Inglês, Espanhol, Francês,

Italiano, Romeno e Russo) que foi normalizado através de um script de compressão de da-

dos (BOJANOWSKI et al., 2017). Além do arquivo de entrada, o repositório da biblioteca

também contém um exemplo de linha de comando para utilizar a biblioteca para obter

os embeddings de palavras. A linha de comando foi modiĄcada para o propósito deste

trabalho, utilizando parâmetros diferentes, como por exemplo a dimensão dos embeddings

ou a curva de aprendizado, procurando sempre aperfeiçoar ao máximo os resultados com

base nos recursos disponíveis.

Para o treinamento de embeddings de conhecimento também foi utilizado o exemplo

presente no repositório do fastText. Visando obter resultados mais precisos e condizentes

com uma aplicação real, foi escolhido utilizar o conjunto de dados da DBpedia para

treinar os embeddings de conhecimento. Lembrando que a DBpedia é a versão em grafo de

conhecimento da Wikipedia, representando os fatos que compõem as páginas da Wikipedia

como triplas RDF.

Tendo escolhido a DBpedia como grafo de conhecimento, o passo inicial para gerar

os embeddings de conhecimento foi extrair o conjunto de dados da DBpedia e transformá-

los para o padrão do fastText. A DBpedia disponibiliza algumas opções de datasets para

download em sua página. Para este trabalho, a opção escolhida é a que fornece apenas

triplas de alta qualidade. Apesar de ser apenas um subconjunto das triplas presentes no

dataset inteiro, a alta qualidade permite gerar embeddings mais precisos.

A transformação foi feita através de um script em Python em conjunto com a bibli-

oteca RDFlib1. O script processa as triplas da DBpedia, retira o sujeito, predicado e objeto

de cada tripla, e reconstrói as triplas no formato do fastText. Como o objetivo é treinar

embeddings de conhecimentos, são utilizadas somente as triplas cujo sujeito e objeto são

duas entidades. Triplas que apresentam atributos com valores literais (e.g., texto simples,

datas, números) não são consideradas. Para identiĄcar triplas que não contêm atributos

primitivos, são consideradas somente as triplas que possuem o padrão dbr:ENTIDADE

dbo:RELACIONAMENTO dbr:ENTIDADE. Um exemplo de uma linha presente no da-

1 https://github.com/RDFLib/rdflib
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taset da DBpedia que nos interessa, e já transformada no padrão do fastText, é

__label__dbr:What_Goes_On_(Velvet_Underground_song) 0_dbo:genre dbr:Art_rock

que conecta a música What Goes On da banda Velvet Underground com o gênero

Art rock. O dígito presente no relacionamento indica a direção do fato, sendo que 0 indica

que o relacionamento é dado da esquerda para a direita, ou seja, que a música What Goes

On é do gênero Art rock. Devido à maneira que o fastText é implementado, é necessário

especiĄcar a tripla na sua relação reversa. O dígito presente no relacionamento também

é alterado, para demonstrar que o relacionamento ocorre da direita para a esquerda, ou

seja, que o gênero musical Art rock possui uma música chamada What Goes On. A mesma

tripla acima na sua relação reversa é representada por:

dbr:What_Goes_On_(Velvet_Underground_song) 1_dbo:genre __label__dbr:Art_rock

Após essa transformação do dataset da DBpedia, foi possível utilizá-lo como en-

trada para a geração de embeddings de conhecimento. A geração foi feita novamente mo-

diĄcando os exemplos já presentes no repositório da biblioteca fastText para os propósitos

deste trabalho.

O processo de geração dos embeddings resultou em dois arquivos (com embeddings

de palavras e de conhecimento, respectivamente), sendo que a primeira linha de ambos os

arquivos é composta da quantidade de elementos (respectivamente, número de palavras e,

número de entidades e relacionamentos) e dimensão dos embeddings gerados, e as linhas

seguintes compunham dos embeddings propriamente ditos. Entretanto, como este trabalho

visa utilizar ambos embeddings de forma conjunta, os arquivos de embeddings foram

concanetados. O único cuidado necessário na concatenação é garantir que a primeira

linha contenha a soma das quantidades de ambos os embeddings de palavras como os de

conhecimento.

4.2 Reconhecimento e Desambiguação de Menções

Após a geração dos embeddings, é realizado o processo de desambiguação de men-

ções em tweets, usando tais embeddings e a rede neural. O primeiro passo no EL é re-

conhecer as menções à entidades nomeadas presentes no texto. No entanto, como o foco

deste trabalho é a desambiguação, é considerado que as menções já foram reconhecidas,

seja manualmente ou por alguma ferramenta. Portanto, este trabalho detalha somente os

passos seleção de entidades candidatas para cada menção e desambiguação.

Dado um conjunto de menções M em um tweet, é necessário procurar por entidades
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que possam descrever corretamenta cada menção mi ∈ M . Cada conjunto de candidatas

é denominado entidades candidatas Ci para a menção mi. Este passo precisa garantir que

o conjunto Ci não seja tão pequeno de forma que a entidade que corretamente descreve

mi não esteja nele, e nem muito grande que acabe gerando ruído e excesso de opções,

comprometendo os resultados e o tempo de execução da tarefa de desambiguação.

O processo de seleção escolhido para este trabalho foi desenvolvido pelo Italo,

orientador deste trabalho, mas que ainda não submeteu seu artigo. No referido trabalho,

de início é necessário realizar um pré-processamento dos tweets que serão utilizados. Este

pré-processamento é necessário porque menções em um tweet podem ocorrer tanto no

conteúdo textual de um tweet como também na forma de hashtags Ű textos precedidos

pelo caractere # Ű ou menções a usuários especíĄcos (e.g. @Estadao, @G1 ).

O pré-processamento inicia removendo os caracteres @ e # dessas menções e após

isso, através de expressões regulares, separa menções utilizando camel case (e.g. Micha-

elJordan) e snake case (e.g. Michael_Jordan) em Michael Jordan. Por Ąm, apenas a

primeira letra de cada palavra de uma menção é mantida em letra maiúscula.

As menções pré-processadas são utilizadas para encontrar o conjunto de entidades

candidatas Ci para cada menção mi. Para encontrar as candidatas, é realizada uma busca

em indíce previamente construído (MOUSSALLEM et al., 2017). Este indíce contém, para

cada entidade na DBpedia, diversos nomes de superfície pelos quais essas entidades são

denominadas e foi implementado na ferramenta ElasticSearch2. Para cada menção mi,

são realizadas duas consultas, de maneira simultânea, no ElasticSearch: Correspondência

exata/contém e similaridade por n-gram. As duas consultas são realizadas para aumentar

as chances de que a entidade que descreve corretamente m esteja entre as candidatas

retornadas.

Caso nenhuma candidata seja retornada pela consulta, a menção mi é quebrada em

um conjunto de menções menores denominado M ′

i , caso mi seja composta por mais de uma

palavra. Considerando que uma menção é um conjunto de palavras, nós retiramos uma

palavra de mi enquanto as demais são concatenatas, respeitando a ordem das mesmas.

Esse passo é realizado em todas as palavras de m, gerando, portanto, o conjunto M ′. Para

cada menção mij
′

∈ M ′

i , são realizadas novamente as consultas no ElasticSearch. Caso

nenhuma candidata seja retornada, é considerado que para esta menção mi não existe

uma entidade na DBpedia que a descreva corretamente. Portanto, m é ligada ao rótulo

NIL (Not Linkable).

Por Ąm, caso a menção mi possua candidatas, é necessário realizar o processo de

desambiguação em si, utilizando os embeddings gerados e as entidades candidatas encon-

tradas. A desambiguação, assim como a seleção de entidades candidatas, inicia com um

2 https://www.elastic.co/pt/
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O primeiro passo consiste no pré-processamento, removendo símbolos como @ e

#, separando expressões escritas em camel case3 e snake case4, removendo conteúdos de

pouca semântica, como URLs e palavras muito modiĄcadas, que atrapalham o processo

de análise. Dessa forma, o resultado deste passo é:

RT Lagana: Thanks to Shane Helms Com for posting this.

DonŠt want any...

Star Wars The Force Awakens

A seguir, obtemos as entidades candidatas para as menções encontradas no tweet.

Por exemplo, um possível conjunto de entidades candidatas à menção Star Wars The

Force Awakens seria:

dbr:Star_Wars:_The_Force_Awakens_(film);

dbr:Star_Wars:_The_Force_Awakens_(soundtrack)

o que geraria o mesmo tweet anterior, com a menção substituída pela suas possíveis

entidades candidatas:

RT Lagana: Thanks to Shane Helms Com for posting this.

DonŠt want any...

dbr:Star_Wars:_The_Force_Awakens_(Ąlm)

RT Lagana: Thanks to Shane Helms Com for posting this.

DonŠt want any...

dbr:Star_Wars:_The_Force_Awakens_(soundtrack)

O processo de desambiguação Ąnaliza alimentando a rede LSTM com as variações

de tweet, que por sua vez informa quais entidades candidatas fazem sentido no contexto

que foram inseridas. No caso, a entidade que representa a trilha sonora do Ąlme, com o

suĄxo (soundtrack), é descartada, enquanto que a entidade que representa o Ąlme Ű suĄxo

(film) Ű é a escolhida.

3 https://pt.wikipedia.org/wiki/CamelCase
4 https://en.wikipedia.org/wiki/Snake_case
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5 Experimentos e Discussão

Este capítulo relata os experimentos realizados para veriĄcar a viabilidade do mé-

todo proposto neste trabalho. As seções a seguir apresentam, respectivamente, o objetivo

da realização desses experimentos, as conĄgurações utilizadas, os resultados e uma dis-

cussão sobre os mesmos.

5.1 Objetivo dos Experimentos

Testar a viabilidade da proposta em datasets de tweets da literatura. Como o foco

é a desambiguação, nossa avaliação é medida principalmente pela precisão. No entanto,

somente a precisão não funciona adequadamente quando o dataset não está balanceado,

isto é, as classes não estão distribuidas de maneira equilibrada. O F1 Score é uma medida

que leva em consideração não só a precisão, mas também a cobertura (recall) do teste,

realizando uma média harmônica entre a precisão e a cobertura. A fórmula utilizada para

obter o F1 Score é a seguinte:

F1 = 2 ×
precisão×cobertura

precisão+cobertura

onde a precisão mede a quantidade de verdadeiros positivos dividido pelo total de

assumidos positivos, certos ou errados. Já a cobertura mede a quantidade de verdadeiros

positivos sobre o total acertos do modelo, chamados de elementos relevantes. O valor

obtido varia de 0 a 1, sendo que o 1 é atingido quando tanto a precisão quanto a cobertura

são perfeitas.

5.2 ConĄguração dos experimentos

Esta seção apresenta as conĄgurações das máquinas utilizadas para a execução da

proposta deste trabalho e todos os parâmetros que possam a vir a inĆuenciar os resultados.

A rede neural proposta neste trabalho foi treinada no supercomputador Euler1,

em lâminas com as seguintes conĄgurações:

• Hardware:

– x2 Processador Intel Xeon E5-2650v4 de 2.2 GHz com doze núcleos

– 128 GB DDR3 1866MHz de memória

1 http://www.cemeai.icmc.usp.br/Euler/index.html
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– x1 GPU Nvidia Tesla P100 - 3584 Cuda cores - 16GB

• Software:

– Red Hat Enterprise Linux, CentOS e Altair PBS Pro

– Python 3.5.4

– Cuda-toolkit 8.0.44

– Cudnn 7.0

– Torch 1.0.1.post2

– Torchvision 0.4.0

A proposta em si foi executada em outra máquina, com as seguintes conĄgurações:

• Hardware:

– x2 Processador Intel Xeon E5-2620 v2 de 2.10GHz com 6 núcleos

– 128 GB DDE3 1600 MHz de memória

• Software:

– Debian GNU/Linux 8.10 (jessie)

– Python 3.4.2

– Torch 1.2.0

– Torchvision 0.4.0

– Elasticsearch engine 7.3.2

Por Ąm, a rede neural utilizada apresenta os seguintes parâmetros:

• 2 Camadas ocultas de leitura da esquerda para direita

• 2 Camadas ocultas de leitura da direita para esquerda

• 200 células em cada camada

• Dimensão dos embeddings: 200

• Otimizador: ADAM

• Função de perda: Binary Cross-Entropy
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5.3 Resultados

A Tabela 2 apresenta os resultados desta proposta e de outras ferramentas na pla-

taforma de benchmarking para tarefas relacionadas a EL GERBIL2 (RÖDER; USBECK;

NGOMO, 2018). Como o foco desta proposta está em postagens de mídias sociais, mais

especiĄcamente tweets, os conjuntos de dados utilizados para avaliar os resultados são os

conjuntos de teste do Microposts2014, 2015 e 2016. As ferramentas presentes na Tabela 2

são disponibilizadas no serviço Web do GERBIL. Apesar de existirem outras abordagens

que anotam semanticamente tweets, as mesmas não utilizam o GERBIL. Portanto, não

foi possível e viável comparar esta proposta com elas. Além disso, outras abordagens de

EL não presentes na tabela utilizam o GERBIL. No entanto, as mesmas não estão dis-

poníveis no serviço Web do GERBIL, além de que em suas publicações, os conjuntos de

dados utilizados não são os relacionados a tweets.

Tabela 2 Ű Comparação de resultados em termos de Micro-F1 Score

Trabalhos Microposts2014-Test Microposts2015-Test Microposts2016-Test

AGDISTIS/MAG 0,497 0,719 0,616

AIDA 0,412 0,414 0,183

Babelfy 0,475 0,341 0,157

DBpedia Spotlight 0,452 ERR ERR

FOX 0,252 0,311 0,068

FREME NER 0,419 0,313 0,162

OpenTapioca 0,215 0,259 0,053

Este trabalho 0,040 0,287 0,278

5.4 Discussão

O sistema de benchmark GERBIL fornece várias informações sobre os experimentos

executados. No entanto, a mais relevante para o escopo desse trabalho é o Micro-F1 Score,

que nos dá a pontuação atingida por cada ferramenta experimentada com base nos acertos

e erros cometidos na desambiguação.

Utilizando esta pontuação como base, é possível concluir que o objetivo de obter

resultados superiores aos das principais técnicas existentes atualmente foi atingido com

êxito parcial. A Tabela 2 traz em sua primeira coluna os trabalhos utilizados para com-

2 http://gerbil.aksw.org/gerbil/
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paração e nas colunas seguintes traz o Micro-F1 Score das referidas técnicas para cada

um dos datasets presentes no cabeçalho da tabela.

Sendo assim, observa-se que utilizando o conjunto de dados Microposts2016, este

trabalho apresentou um Micro-F1 Score superior aos demais, alcançando uma pontuação

de 0.2788 enquanto a maioria das técnicas falhou em chegar na pontuação de 0.200.

Apenas uma técnica obteve resultados superiores, considerados signiĄcantemente altos,

por superar a pontuação atingida por este trabalho em aproximadamente 0.300.

Esta pontuação alta foi obtida porque a técnica AGDISTIS utiliza medidas de

popularidade para desambiguar menções em tweets. É possível obter 85% de precisão

caso a técnica se baseie em ligar menções com entidades candidatas mais populares (GUO;

CHANG; KICIMAN, 2013). Tal abordagem não foi utilizada neste trabalho por acreditar

que desambiguar menções em tweets tentando entender o contexto em que ele está inserido

é mais importante do que conĄar na popularidade de entidades.

Analisando o dataset Microposts2015, apesar dos resultados obtidos nesse trabalho

terem sido inferiores aos das técnicas utilizadas para comparação, observou-se que a pon-

tuação foi parecida com a pontuação obtida com o conjunto de dados Microposts2016. Isso

é importante devido ao fato de que o conjunto de 2016 foi utilizado para aprendizado da

rede neural, então era esperado seu bom resultado com o conjunto de dados de 2016, mas

manter uma pontuação semelhante com os dados de 2015 mostra a eĄcácia do processo,

mesmo que outras técnicas tenham obtido resultados melhores com o dataset de 2015.
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6 Conclusões e Trabalhos Futuros

Analisando o trabalho realizado e comparando com o esperado pelos objetivos

descritos no Capítulo 1, foi possível concluir que os objetivos foram alcançados com êxito.

A técnica proposta e implementada neste trabalho, utilizando os conjuntos de dados

de tweets com regra ouro mais recentes que encontramos na literatura, conseguiu obter

resultados melhores do que os resultados obtidos pela maioria das abordagens do estado

da arte, atingindo assim seu objetivo geral.

Em relação a trabalhos futuros, este trabalho pode guiar pesquisadores que dese-

jam se aprofundar na técnica aqui adotada e descrita. Quanto a isso, algumas linhas de

pesquisa são sugeridas nas seções a seguir.

6.1 Geração dos embeddings

Este trabalho se diferenciou um pouco dos presentes no estado da arte da literatura

ao gerar embeddings de conhecimento e de palavras de maneira separada, concatenando

seus resultados antes de enviar como entrada para uma rede neural. Trabalhos futuros

podem explorar mais maneiras de gerar os embeddings de forma que potencialize ainda

melhores os resultados.

Ainda sobre os embeddings, este trabalho gerou embeddings com dimensão máxima

de 200 por limitações de hardware nos recursos disponíveis para realização do trabalho.

Trabalhos com recursos suĄcientes para gerar embeddings de dimensões maiores podem

ter seus resultados melhorados.

6.2 Estudo das causas dos resultados obtidos

Apesar dos resultados documentados no capítulo 5 terem sido satisfatórios para

a conclusão deste trabalho, gerando um Micro-F1 Score de 0.2871 e 0.2788 nos datasets

de tweets de 2015 e 2016 respectivamente, sendo este último melhor do que a maioria das

técnicas existentes, quando utilizado o dataset Microposts de 2014, o resultado foi muito

abaixo do esperado, falhando em alcançar um Micro-F1 score de 0.05. Uma análise sobre

os motivos que levaram a um resultado tão baixo e diferente dos demais também cabe em

um estudo.
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Abstract. Semantic annotations allow to link unstructured data (e.g., relevant

references in documents) to resources with well-founded semantics in kno-

wledge information bases (e.g., DBPedia, Wordnet, Babelnet, Google Kno-

wledge Graph) that help to explain what those annotated data are referring

to. However, by trying to capture the semantics in data, such as social media

posts, the computer may face problems, such as the common use of slangs and

regionalisms in informal conversation, and mainly the occurrence of ambiguity.

This work consists in an study of the state of the art of the word ambiguity pro-

blem, having as objective the mastery of the techniques and tools available that

are being used to solve this problem, such as knowledge and word embedding.

From this, it is intended to disambiguate mentions present in social media con-

tents by using embeddings together with neural networks. Semantic contexts

are captured, represented and explored in these embeddings for annotation di-

sambiguation. The proposed approach is evaluated in the improvement of the

precision of the annotations from a set of tweets, such as the Microposts dataset,

which provide annual sets of tweets.

Resumo. Anotações semânticas permitem associar a dados ou porções de

dados não-estuturados (e.g., menções relevantes em textos) recursos com

semântica bem definida em bases de conhecimento (e.g., DBpedia, Wordnet, Ba-

belnet) que ajudam a explicar a que os dados anotados se referem. Todavia, ao

tentar capturar a semântica de dados, como, por exemplo, postagens em mı́dias

sociais, aplicações de enriquecimento semântico esbarram em problemas como

o uso de gı́rias e regionalismos, e principalmente, a ocorrência de ambiguidade.

Este trabalho consiste em realizar um estudo do estado da arte do problema da

ambiguidade de palavras, tendo como objetivo o domı́nio das técnicas e ferra-

mentas disponı́veis atualmente, como por exemplo os embeddings de palavras

e conhecimento. A partir disso, pretende-se desambiguar as menções existentes

em postagens de mı́dias sociais com o auxı́lio dos embeddings em conjunto com

redes neurais. Contextos semânticos são capturados, representados e explo-

rados nesses embeddings para a desambiguação de anotações. A abordagem

proposta é avaliada na melhoria da precisão de anotações de conjuntos de twe-

ets, como por exemplo o dataset Microposts, que fornece conjuntos de tweets

anuais.



1. Introdução

Com o avançar da tecnologia, a quantidade de dados produzida a cada dia só aumenta.

Mı́dias sociais (e.g., Facebook, Twitter, Instagram) e bibliotecas digitais estão entre as

fontes de dados mais utilizadas atualmente. Os dados nelas disponı́veis podem ser úteis

para uma variedade de aplicações. Todavia, documentos texto e postagens em mı́dias soci-

ais são dados não estruturados e costumam apresentar problemas como ambiguidades, tor-

nando sua semântica difı́cil de capturar e tratar computacionalmente [Landeghem 2016].

Anotações semânticas são uma alternativa para contornar tais problemas. Uma

anotação semântica associa uma porção de dado (e.g. uma menção a uma entidade em

um texto) a uma descrição formal e processável por máquina daquilo a que se refere (e.g.

recurso de grafo de conhecimento que descreve tal entidade). Por exemplo, uma menção

à entidade nomeada Michael Jordan em um texto (e.g., artigo de revista, conteúdo tex-

tual de um tweet) pode ser ligada, por meio de uma anotação semântica, a um nodo de

grafo de conhecimento (e.g. DBpedia1) [Lehmann et al. 2015] representando o jogador

de basquete, famoso por ter jogado no Chicago Bulls e ser 6 vezes campeão da NBA.

Entretanto, adicionar anotações semânticas a porções de textos, principalmente os

provenientes de mı́dias sociais, não é uma tarefa trivial. Esses textos podem ter uma quan-

tidade considerável de informalidade, com utilização de gı́rias ou regionalismos. Além

disso, o significado de cada palavra em um texto depende do autor e de todo o contexto

e da palavra dentro deste texto. Por exemplo, ao utilizar a palavra apple em um texto, o

autor pode se referir à fruta ou à empresa de tecnologia. Esse é o problema conhecido

como ambiguidade de palavras [Landeghem 2016], caracterı́stica intrı́nseca em qualquer

lı́ngua natural.

Uma popular rede social com uma variedade de assuntos é o Twitter. Essa rede

social de microblogging tem uma média de 330 milhões de usuários ativos por mês e

gera um total de 500 milhões de tweets por dia [Omnicore 2018]. Ao obter um conjunto

de tweets podemos nos deparar com dados escritos das mais diversas maneiras. Caso

uma ferramenta computacional decida por sempre escolher, por exemplo, o significado

estatisticamente mais provável para cada palavra, tal abordagem pode gerar anotações

imprecisas.

Uma maneira intuitiva utilizada pelos seres humanos para resolver ambiguidades

durante uma conversa é analisar o contexto onde cada palavra está inserida, para então

atribuir a ela o significado correto. Visando aumentar a precisão das anotações existentes

e das novas que serão geradas, a ideia deste trabalho portanto é desenvolver uma ferra-

menta que durante o processo de anotações semânticas aumente o escopo de análise. Ou

seja, utilizar as outras palavras presentes na mesma frase, ou em frases próximas, para de-

sambiguar as menções à entidades do mundo real (entidades nomeadas), de modo que o

significado delas auxilie a desambiguação, fornecendo um contexto semântico adequado.

Várias técnicas vêm sendo usadas ao longo dos anos para auxiliar o processo de

desambiguação de porções de dados não-estruturados. Dentre tais técnicas, técnicas ba-

seadas em embeddings têm se desenvolvido rapidamente e gerado bons resultados para

uma variedade de problemas relacionados à semântica de dados. Embeddings, consi-

derando o problema de anotação semântica de dados textuais, têm a função de mapear

1https://wiki.dbpedia.org/





Os KG vêm em uma crescente de popularidade recentemente, principal-

mente por serem utilizados e explorados em pesquisas relacionadas à Web Semântica

[Berners-Lee et al. 2001]. Apesar da tecnologia existir a mais tempo, foi após o Goo-

gle Knowledge Graph ser divulgado, em 2012, que essa fama ganhou mais força. Ao

apresentar o seu novo método de conduzir buscas, o conceito de Grafo de Conhecimento

foi resumido em “things, not strings”. Ou seja, “um grafo que compreende entidades do

mundo real e suas relações umas com as outras” [Singhal 2012].

Por estar em foco nas pesquisas na área de ciência de dados, diversas definições

de grafo de conhecimento foram surgindo. Apesar do aprofundamento nos estudos so-

bre KG, não há uma convergência clara entre as inúmeras definições, com algumas delas

sendo suficientemente genéricas, podendo ser utilizadas, inclusive, para representar onto-

logias [Ehrlinger and Wöß 2016].

Um KG amplamente utilizado e conhecido é a DBpedia. O grafo é composto

principalmente por dados provenientes dos artigos da Wikipedia em mais de 111 idiomas.

Apenas a versão inglês da Wikipedia é responsável por mais de 400 milhões de fatos que

descrevem 3,7 milhões de entidades

2.2. Embeddings de Palavra e Conhecimento

No que se refere à motivação deste trabalho, o problema de desambiguar entidades no-

meadas em mı́dias sociais já foi explorado de diversas maneiras em pesquisas anteri-

ores nos últimos anos, porém sem atingir resultados satisfatórios [Gongqing et al. 2018,

Derczynski et al. 2014]. Dentre as técnicas utilizadas, a embedding é uma das mais explo-

radas atualmente. Um embedding é o mapeamento de objetos discretos, como palavras,

para vetores de números reais [Tensorflow 2018], que condensam propriedades e relações

relevantes desses objetos em espaços usualmente de dimensionalidade bem mais baixa

que modelos vetoriais para vocabulários com milhares de palavras.

A técnica de embeddings, no entanto, possui uma classificação que a divide em

duas outras técnicas mais especı́ficas: os embeddings de palavra e os embeddings de co-

nhecimento. A diferença entre as duas está no tipo de dado a ser mapeado, pois enquanto

a primeira técnica mapeia palavras ou frases para vetores de números reais, a segunda

trata não apenas disso, mas de triplas presentes em grafos de conhecimento.

Foi através do word2vec [Mikolov et al. 2013] que os embeddings de palavras

começaram a receber uma atenção especial de pesquisadores, principalmente na área de

Processamento de Linguagens Naturais (NLP). Isso se deve ao fato de embeddings de

palavras terem mostrado uma melhora significativa ao realizar algumas tarefas de NLP,

como análise de sentimentos [Socher et al. 2013].

Embeddings de palavra são importantes também para o aprendizado de máquina.

Entradas para algoritmos de aprendizado de máquina podem utilizar palavras de um texto,

que não possuem uma representação vetorial natural. A técnica de embeddings é uma

maneira comum e efetiva de transformar objetos discretos em vetores de números reais

[Tensorflow 2018]. Juntando os vetores de todas as palavras analisadas, obtém-se uma

matriz, que pode ter seus valores alterados baseado no conjunto de dados utilizados para

treinar o modelo de embedding. Apesar dos avanços destacados, os embeddings de pa-

lavras não se mostraram tão satisfatórios ao enfrentar o problema de desambiguação de

entidades nomeadas em postagens de mı́dias sociais [Derczynski et al. 2014].



O baixo desempenho dos embeddings de palavras ao tratar da desambiguação de

entidades nomeadas se deve ao fato de que ao mapear as palavras para vetores, acaba-

se misturando algumas caracterı́sticas importantes da mensagem, como, por exemplo, os

contextos em que a palavra aparece com significados distintos [Landeghem 2016]. Por-

tanto, a precisão do modelo depende muito do conjunto de dados utilizado para treiná-lo.

Dados de experimentos de uma fonte diferente da utilizada para dados de treinamento

podem acarretar em uma precisão baixa, como por exemplo tentar desambiguar artigos

cientı́ficos usando um modelo treinado para desambiguar tweets, ou vice-versa. O baixo

desempenho nesse caso seria atribuı́do ao fato dos conteúdos possuı́rem muitas diferenças

quanto a maneira de escrita e tipo de linguagem utilizada.

Algumas técnicas que consistem em capturar outras informações adicionais,

como, por exemplo, conhecimento prévio proveniente de bases de conhecimento, o que

nos leva aos embeddings de conhecimento. Os embeddings de conhecimento, também

chamados de embeddings de grafos de conhecimento, se aproveitam das caracterı́sticas

de um KG para realizar o mapeamento de recursos e suas relações em um KG para ve-

tores, com mais precisão quanto a semântica do que embeddings de palavras por guardar

informações de como a entidade se relaciona no mundo real. Isto é, não analisa uma pa-

lavra, mas sim a que (e.g. entidade, conceito) ela se refere, bem como suas relações com

outros recursos descritos no KG. Apenas considerando isso, alguns trabalhos da litera-

tura observaram uma melhora nos resultados ao inserir outro tipo de embedding nos seus

experimentos [Sevgili et al. 2019].

2.3. Redes Neurais Long Short-Term Memory

As redes neurais também estão se tornando cada vez mais populares na ciência de dados.

Sua motivação surgiu com avanços no campo de Inteligência Artificial (IA), suprindo a

necessidade de um sistema computacional que simula os neurônios de um cérebro hu-

mano, sendo representada por diversos nós interconectados através de camadas.

Uma rede neural simples possui três camadas, sendo a primeira chamada de ca-

mada de entrada e a última a camada de saı́da. Entre elas, existe uma ou mais camadas

que podem ser denominadas ocultas. São as camadas ocultas que têm seus nós ativados

e estimulados de acordo com a entrada da rede neural, simulando o funcionamento dos

neurônios do cérebro humano e produzindo um resultado na saı́da [Fukushima 1975].

Entretanto, tipicamente é difı́cil prever o quanto um raciocı́nio sobre eventos ante-

riores influencia os eventos futuros. Como este trabalho se propõe a desambiguar menções

presentes em tweets a partir de seus contextos, uma rede neural simples não seria adequada

por falhar em levar o contexto em consideração. Visando resolver este problema, as redes

neurais recorrentes (RNN) implementam um laço em suas camadas ocultas onde apren-

dizados obtidos em camadas mais avançadas servem de estı́mulo para camadas anteriores

[Rumelhart et al. 1988].

Na teoria, uma RNN resolve o problema de utilizar o contexto de um tweet na

sua desambiguação, mas na prática alguns problemas foram reportados ao utilizar RNNs

quando a recorrência possuı́a um longo intervalo [Bengio et al. 1994].

As redes Long Short-Term Memory (LSTM) [Hochreiter and Schmidhuber 1997]

são redes neurais especializadas em guardar informações no longo prazo, e

desde sua concepção elas têm encontrado espaço nas mais variadas áreas de es-



tudo da ciência de dados e inteligência artificial, como reconhecimento de es-

crita [Schmidhuber 2014, Graves and Schmidhuber 2009] e reconhecimento de fala

[Hannun et al. 2014, Sak et al. 2015].

3. Desenvolvimento

O estado da arte da desambiguação têm obtido resultados mais satisfatórios utilizando

embeddings de palavras em conjunto com os de conhecimento, sendo que o resultado

deste processo de geração serve de alimento para uma rede neural.

3.1. Geração dos Embeddings

Na proposta deste trabalho, os embeddings são treinados de maneira separada, mas utili-

zando a mesma técnica, no caso fastText. Por conta disso, a mesma função será aplicada

para geração dos embeddings, além de usar também os mesmos valores para dimensão,

e com isso o resultado final de ambos tende a estar no mesmo espaço vetorial. Apoiado

no fato do resultado pertencer ao mesmo espaço vetorial, é esperado que a rede neural

consiga comparar tipos de embeddings diferentes com mais facilidade e gere resultados

mais satisfatórios.

Para o treinamento de embeddings de palavras, foi utilizado o arquivo de entrada

disponibilizado no próprio repositório da biblioteca fastText. Além do arquivo de entrada,

o repositório da biblioteca também contém um exemplo de linha de comando para utilizar

a biblioteca para obter os embeddings de palavras. A linha de comando foi modificada

para o propósito deste trabalho, utilizando parâmetros diferentes, como por exemplo a

dimensão dos embeddings ou a curva de aprendizado, procurando sempre aperfeiçoar ao

máximo os resultados com base nos recursos disponı́veis.

Para o treinamento de embeddings de conhecimento também foi utilizado o exem-

plo presente no repositório do fastText. Visando obter resultados mais precisos e condi-

zentes com uma aplicação real, foi escolhido utilizar o conjunto de dados da DBpedia

para treinar os embeddings de conhecimento. Lembrando que a DBpedia é a versão em

grafo de conhecimento da Wikipedia, representando os fatos que compõem as páginas da

Wikipedia como triplas RDF.

Tendo escolhido a DBpedia como grafo de conhecimento, o passo inicial para

gerar os embeddings de conhecimento foi extrair o conjunto de dados da DBpedia e trans-

formá-los para o padrão do fastText. A transformação foi feita através de um script em

Python em conjunto com a biblioteca RDFlib3. O script processa as triplas da DBpedia,

retira o sujeito, predicado e objeto de cada tripla, e reconstrói as triplas no formato do fast-

Text. Como o objetivo é treinar embeddings de conhecimentos, são utilizadas somente as

triplas cujo sujeito e objeto são duas entidades.

Triplas que apresentam atributos com valores literais (e.g., texto simples, da-

tas, números) não são consideradas. Para identificar triplas que não contêm atributos

primitivos, são consideradas somente as triplas que possuem o padrão dbr:ENTIDADE

dbo:RELACIONAMENTO dbr:ENTIDADE.

Após essa transformação do dataset da DBpedia, foi possı́vel utilizá-lo como en-

trada para a geração de embeddings de conhecimento. A geração foi feita novamente mo-

3https://github.com/RDFLib/rdflib



dificando os exemplos já presentes no repositório da biblioteca fastText para os propósitos

deste trabalho.

O processo de geração dos embeddings resultou em dois arquivos (com embed-

dings de palavras e de conhecimento, respectivamente), sendo que a primeira linha de

ambos os arquivos é composta da quantidade de elementos (respectivamente, número de

palavras e, número de entidades e relacionamentos) e dimensão dos embeddings gerados,

e as linhas seguintes compunham dos embeddings propriamente ditos. Entretanto, como

este trabalho visa utilizar ambos embeddings de forma conjunta, os arquivos de embed-

dings foram concanetados. O único cuidado necessário na concatenação é garantir que

a primeira linha contenha a soma das quantidades de ambos os embeddings de palavras

como os de conhecimento.

3.2. Reconhecimento e Desambiguação de Menções

Após a geração dos embeddings, é realizado o processo de desambiguação de menções

em tweets, usando tais embeddings e a rede neural. O primeiro passo no EL é reco-

nhecer as menções à entidades nomeadas presentes no texto. No entanto, como o foco

deste trabalho é a desambiguação, é considerado que as menções já foram reconhecidas,

seja manualmente ou por alguma ferramenta. Portanto, este trabalho detalha somente os

passos seleção de entidades candidatas para cada menção e desambiguação.

Dado um conjunto de menções M em um tweet, é necessário procurar por en-

tidades que possam descrever corretamenta cada menção mi ∈ M . Cada conjunto de

candidatas é denominado entidades candidatas Ci para a menção mi. Este passo precisa

garantir que o conjunto Ci não seja tão pequeno de forma que a entidade que corretamente

descreve mi não esteja nele, e nem muito grande que acabe gerando ruı́do e excesso de

opções, comprometendo os resultados e o tempo de execução da tarefa de desambiguação.

O processo de seleção escolhido para este trabalho foi desenvolvido pelo Italo,

orientador deste trabalho, mas que ainda não submeteu seu artigo. No referido trabalho,

de inı́cio é necessário realizar um pré-processamento dos tweets que serão utilizados.

Este pré-processamento é necessário porque menções em um tweet podem ocorrer tanto

no conteúdo textual de um tweet como também na forma de hashtags – textos precedidos

pelo caractere # – ou menções a usuários especı́ficos (e.g. @Estadao, @G1).

O pré-processamento inicia removendo os caracteres @ e # dessas menções e

após isso, através de expressões regulares, separa menções utilizando camel case (e.g.

MichaelJordan) e snake case (e.g. Michael Jordan) em Michael Jordan. Por fim, apenas

a primeira letra de cada palavra de uma menção é mantida em letra maiúscula.

As menções pré-processadas são utilizadas para encontrar o conjunto de entidades

candidatas Ci para cada menção mi. Para encontrar as candidatas, é realizada uma busca

em indı́ce previamente construı́do [Moussallem et al. 2017]. Este indı́ce contém, para

cada entidade na DBpedia, diversos nomes de superfı́cie pelos quais essas entidades são

denominadas e foi implementado na ferramenta ElasticSearch4. Para cada menção mi,

são realizadas duas consultas, de maneira simultânea, no ElasticSearch: Correspondência

exata/contém e similaridade por n-gram. As duas consultas são realizadas para aumentar

as chances de que a entidade que descreve corretamente m esteja entre as candidatas

4https://www.elastic.co/pt/



retornadas.

Caso nenhuma candidata seja retornada pela consulta, a menção mi é quebrada

em um conjunto de menções menores denominado M ′

i , caso mi seja composta por mais

de uma palavra. Considerando que uma menção é um conjunto de palavras, nós retira-

mos uma palavra de mi enquanto as demais são concatenatas, respeitando a ordem das

mesmas. Esse passo é realizado em todas as palavras de m, gerando, portanto, o conjunto

M ′. Para cada menção mij
′
∈ M ′

i , são realizadas novamente as consultas no ElasticSe-

arch. Caso nenhuma candidata seja retornada, é considerado que para esta menção mi

não existe uma entidade na DBpedia que a descreva corretamente. Portanto, m é ligada

ao rótulo NIL (Not Linkable).

Por fim, caso a menção mi possua candidatas, é necessário realizar o processo de

desambiguação em si, utilizando os embeddings gerados e as entidades candidatas encon-

tradas. A desambiguação, assim como a seleção de entidades candidatas, inicia com um

passo de pré-processamento adicional dos tweets utilizados. Nesta etapa, este processo

visa remover algumas informações que não auxiliam no processo de desambiguação,

como URLs, emoticons (representações gráficas de expressões faciais) e alguns ruı́dos,

como por exemplo palavras muito modificadas ou abreviações. Tais elementos podem ser

considerados em outras tarefas, como análise de sentimentos, mas são pouco informativos

no que diz respeito à desambiguação. O pré-processamento ainda limpa os sı́mbolos # e

@, de maneira análoga ao passo de seleção de entidades candidatas.

Após pré-processados, os tweets são utilizados em conjunto com as entidades can-

didatas selecionadas para descobrir quais entidades fazem mais sentido no contexto do

tweet. De maneira geral, cada menção mi ∈ M em um tweet é substituı́da por cada uma

das suas entidades candidatas cj ∈ Ci, de forma a gerar um novo tweet para cada candi-

data. Com os novos tweets, a rede neural determina se a candidata faz sentido ou não no

contexto em que ela está inserida. A implementação da rede neural utilizada é feita na

forma de um classificador binário.

Mais especificamente, a rede neural utilizada é uma Bidirectional Long Short-

Term Memory (Bi-LTSM). O principal motivo para a escolha da LTSM neste trabalho é

por ser uma rede neural que leva em consideração a ordem que as palavras aparecem na

entrada. Ou seja, a primeira palavra na entrada influencia as próximas, a segunda palavra

influencia da terceira em diante, e assim sucessivamente. O bidirecional da rede neural

também leva em consideração a ordem reversa. Levando em conta que queremos analisar

o contexto de um tweet ao desambiguar, faz sentido essa abordagem.

Para cada tweet com uma candidata, ou seja, tj , a rede neural atribui uma proba-

bilidade desse tweet ser coerente com a entidade candidata presente nele. A candidata do

tweet tj que tiver a maior probabilidade de fazer sentido é a escolhida para descrever a

menção mi.

4. Resultados

Como o foco é a desambiguação, nossa avaliação é medida principalmente pela precisão.

No entanto, somente a precisão não funciona adequadamente quando o dataset não está

balanceado, isto é, as classes não estão distribuidas de maneira equilibrada. O F1 Score

é uma medida que leva em consideração não só a precisão, mas também a cobertura



Tabela 1. Comparação de resultados em termos de Micro-F1 Score

Trabalhos Microposts2014 Microposts2015 Microposts2015

AGDISTIS/MAG 0,497 0,719 0,616

AIDA 0,412 0,414 0,183

Babelfy 0,475 0,341 0,157

DBpedia Spotlight 0,452 ERR ERR

FOX 0,252 0,311 0,068

FREME NER 0,419 0,313 0,162

OpenTapioca 0,215 0,259 0,053

Este Trabalho 0,040 0,287 0,278

(recall) do teste, realizando uma média harmônica entre a precisão e a cobertura. A

fórmula utilizada para obter o F1 Score é a seguinte:

F1 = 2×
precisão×cobertura

precisão+cobertura

onde a precisão mede a quantidade de verdadeiros positivos dividido pelo total de

assumidos positivos, certos ou errados. Já a cobertura mede a quantidade de verdadeiros

positivos sobre o total acertos do modelo, chamados de elementos relevantes. O valor

obtido varia de 0 a 1, sendo que o 1 é atingido quando tanto a precisão quanto a cobertura

são perfeitas.

A Tabela 1 apresenta os resultados desta proposta e de outras ferramentas na pla-

taforma de benchmarking para tarefas relacionadas a EL GERBIL5 [Röder et al. 2018].

O sistema de benchmark GERBIL fornece várias informações sobre os experimentos exe-

cutados. No entanto, a mais relevante para o escopo desse trabalho é o Micro-F1 Score,

que nos dá a pontuação atingida por cada ferramenta experimentada com base nos acertos

e erros cometidos na desambiguação.

Utilizando esta pontuação como base, é possı́vel concluir que o objetivo de ob-

ter resultados superiores aos das principais técnicas existentes atualmente foi atingido

com êxito parcial. A Tabela 1 traz em sua primeira coluna os trabalhos utilizados para

comparação e nas colunas seguintes traz o Micro-F1 Score das referidas técnicas para

cada um dos datasets presentes no cabeçalho da tabela.

Sendo assim, observa-se que utilizando o conjunto de dados Microposts2016, este

trabalho apresentou um Micro-F1 Score superior aos demais, alcançando uma pontuação

de 0.2788 enquanto a maioria das técnicas falhou em chegar na pontuação de 0.200. Ape-

nas uma técnica obteve resultados superiores, considerados significantemente altos, por

superar a pontuação atingida por este trabalho em aproximadamente 0.300.

Analisando o dataset Microposts2015, apesar dos resultados obtidos nesse traba-

lho terem sido inferiores aos das técnicas utilizadas para comparação, observou-se que a

pontuação foi parecida com a pontuação obtida com o conjunto de dados Microposts2016.

Isso é importante devido ao fato de que o conjunto de 2016 foi utilizado para aprendizado

da rede neural, então era esperado seu bom resultado com o conjunto de dados de 2016,

5http://gerbil.aksw.org/gerbil/



mas manter uma pontuação semelhante com os dados de 2015 mostra a eficácia do pro-

cesso, mesmo que outras técnicas tenham obtido resultados melhores com o dataset de

2015.

5. Conclusão

Analisando o trabalho realizado e comparando com o esperado pelos objetivos, foi

possı́vel concluir que os objetivos foram alcançados com êxito. A técnica proposta e

implementada neste trabalho, utilizando os conjuntos de dados de tweets com regra ouro

mais recentes que encontramos na literatura, conseguiu obter resultados melhores do que

os resultados obtidos pela maioria das abordagens do estado da arte, atingindo assim seu

objetivo geral.
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import os

class WordLearner:

def __init__(self, ft_dir, result_dir, args):

self._ft_dir = ft_dir

self._result_dir = result_dir

self._args = args

def learn(self):

print("==== START WORD LEARNING PROCESS ====\n\n")

os.system(self.get_command())

print("==== FINISH WORD LEARNING PROCESS ====\n\n")

return self.result_file()

def get_command(self):

command = "{0}/fasttext skipgram ".format(self._ft_dir)

command += "-input {0} ".format(self.input_param())

command += "-output {0} -lr 0.025

".format(self.result_file())→֒

command += "-dim {0} -ws 5 ".format(self.dim_param())

command += "-epoch {0} -minCount 5

".format(self.epoch_param())→֒

command += "-neg 5 -loss ns -bucket 2000000 "

command += "-minn 3 -maxn 6 -thread 4 -t 1e-4 "

command += "-lrUpdateRate 100"

return command

def input_param(self):

return self._args["-winput"] if "-winput" in

self._args.keys() else Exception("missing input file")→֒

def dim_param(self):

return self._args["-wdim"] if "-wdim" in self._args.keys()

else "200"→֒

def epoch_param(self):

return self._args["-wepoch"] if "-wepoch" in

self._args.keys() else "100"→֒

def result_file(self):

return "{0}/fil9".format(self._result_dir)

1



import os

class KnowledgeLearner:

def __init__(self, ft_dir, output_dir, args):

self._ft_dir = ft_dir

self._output_dir = output_dir

self._args = args

def learn(self):

print("==== START KNOWLEDGE LEARNING PROCESS ====\n\n")

os.system(self.get_command())

print("==== FINISH KNOWLEDGE LEARNING PROCESS ====\n\n")

return self.output_file()

def get_command(self):

command = "{0}/fasttext supervised ".format(self._ft_dir)

command += "-input {0} ".format(self.input_param())

command += "-dim {0} ".format(self.dim_param())

command += "-epoch {0} ".format(self.epoch_param())

command += "-output {0} ".format(self.output_file())

command += "-lr .2 -thread 20 -loss ns -neg 100 -minCount 0"

return command

def input_param(self):

return self._args["-kinput"] if "-kinput" in

self._args.keys() else Exception("missing input file")→֒

def dim_param(self):

return self._args["-kdim"] if "-kdim" in self._args.keys()

else "200"→֒

def epoch_param(self):

return self._args["-kepoch"] if "-kepoch" in

self._args.keys() else "100"→֒

def output_file(self):

return "{0}/fb15".format(self._output_dir)
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import sys

import configparser

from learner.word_learner import WordLearner

from learner.knowledge_learner import KnowledgeLearner

class Learner:

_word_learning_args = dict()

_knowledge_learning_args = dict()

_ft_dir = str()

_output_dir = str()

def __init__(self, args):

self._args = dict(zip(*[iter(args)]*2))

self._parser = configparser.SafeConfigParser()

def learn(self):

print("==== START LEARNING PROCESS ====\n\n")

self.split_args()

self._parser.read("../.config")

self._ft_dir = self._parser.get('directories', 'fast_text')

self._output_dir = self._parser.get('directories', 'output')

word_learner = WordLearner(self._ft_dir, self._output_dir,

self.get_word_learning_args())→֒

word_output = word_learner.learn()

knowledge_learner = KnowledgeLearner(self._ft_dir,

self._output_dir, self.get_knowledge_learning_args())→֒

knowledge_output = knowledge_learner.learn()

print("==== FINISH LEARNING PROCESS ====")

print("Preparing training file...")

self.concat_results([word_output + ".vec", knowledge_output +

".vec"])→֒

print("Finished! File present in

{0}/training_result.txt".format(self._output_dir))→֒

def concat_results(self, outputs):

with open(self._output_dir + '/training_result.txt', 'w') as

training_file:→֒

training_file.write(self.parse_first_line(outputs))

for output in outputs:

3



with open(output, 'r') as f:

# skip first line

f.readline()

while True:

line = f.readline()

if not line: break

training_file.write('{0}'.format(line))

def parse_first_line(self, outputs):

count = 0

dim = 0

for output in outputs:

with open(output, 'r') as f:

line = f.readline().split()

count += int(line[0])

dim = int(line[1])

return "{0} {1}\n".format(count, dim)

def split_args(self):

for k,v in self._args.items():

if k[1] in "w":

self._word_learning_args[k] = v

elif k[1] in "k":

self._knowledge_learning_args[k] = v

else:

print("'{0}' argument unknown. Being

discarted...".format(k))→֒

def get_word_learning_args(self):

return self._word_learning_args

def get_knowledge_learning_args(self):

return self._knowledge_learning_args
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import sys

from learner.learner import Learner

def run_learner():

args = sys.argv[1:]

learner = Learner(args)

learner.learn()

run_learner()

import re

def run_parser():

regex = re.compile('^.*\d_dbo\S*.*$')

results = list()

with open('results_file.txt', 'w') as output_file:

with open('full_training.txt', 'r') as input_file:

while True:

line = input_file.readline()

if not line: break

result = re.finditer(regex, line)

for match in result:

print(match)

output_file.write('{0}\n'.format(match.group(0).strip()))

run_parser()

5



#### Configuration file

#

# This file is used to configure the sorting order. It must

# contain a path to a fastText directory and to a result directory

#

#

# Example:

# fast_text = ../fastText

####

[directories]

fast_text = ../../fastText

output = ../outputs
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