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RESUMO

Este trabalho propõem um módulo diretor para geração de tes-
tes pseudo-aleatórios utilizados para verificação funcional de memória
compartilhada coerente baseado em técnicas de Aprendizado por Re-
forço, mais especificamente, no algoritmo de Deep Q-Learning Networks
(DQN). Através de uma proposição de ações baseada no comporta-
mento de outro gerador reportado na literatura que representa o estado
da arte no tema e otimizações ao algoritmo DQN original também re-
portadas internacionalmente, foi atingido um resultado satisfatório nos
experimentos realizados. Para projetos de 32 cores, a cobertura acu-
mulada ao final dos testes realizados foi maior do que a atingida pelos
seus pares. Além disso, a partir de uma alteração no processo de treina-
mento da Rede Neural, foi possível fazer com que o agente aprendesse
uma política de tomada de decisão muito similar ao comportamento
que outro gerador reportado tem por construção.

Palavras-chave: Memória compartilhada coerente, Aprendizado
por Reforço, geração de testes.





ABSTRACT

This work proposes a director module for pseudo random test gene-
ration used for functional verification of coherent shared memory based
on Reinforcement Learning techniques, more specifically, on the Deep
Q-Learning Networks (DQN) algorithm. Through the proposition of
actions based on the behavior of another generator reported on the li-
terature that represents the state of art on the subject and the use of
optimizations to the original DQN algorithm also reported internatio-
nally, it was attained a satisfactory result on the realized experiments.
For designs of 32 cores, the final cumulative coverage of the generated
tests was bigger that the ones obtained by its peers. Besides that, th-
rough an alteration proposed on the training procedure for the Neural
Network, it was made possible to the agent to learn a decision making
policy that resembles the behavior that other reported generator has
by construction.

Keywords: Coherent shared memory, Reinforcement Learning,
test generation.
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Notação

Símbolo Descrição
L1 Primeiro nível de memória cache

L2 Segundo nível de memória cache

L3 Terceiro nível de memória cache

yj Valor disponível na saída de um neurônio da Rede Neural

W Vetor de pesos das transições em uma Rede Neural

wj Fator de peso de uma transição em uma Rede Neural

bj Fator de bias de uma transição em uma Rede Neural

S Conjunto de estados de um Processo de Decisão de Mar-
kov

sj Estado qualquer j do conjunto S

A Conjunto de ações de um Processo de Decisão de Markov

aj Ação qualquer j do conjunto A

R Recompensa imediata esperada de um Processo de Deci-
são de Markov

R
Recompensa imediata obtida de um Processo de Decisão
de Markov



NOTAÇÃO

Símbolo Descrição
γ Fator de desconto

ε
Probabilidade do agente escolher uma ação aleatória den-
tre o conjunto de ações possíveis seguindo uma política
ε-greedy.

π(A|s) Política de tomada de decisão das ações do conjunto A
dado um estado s

Q
Tabela que representa a qualidade de cada uma das ações
do conjunto A em cada um dos estados do conjunto S

Q Vetor de qualidades de cada uma das ações do conjunto
A dado o estado s

qj Qualidade da ação aj no estado s

R Vetor de recompensas esperadas por cada uma das ações
do conjunto A dado o estado s

θ Representação da Online Network

θ Representação da Target Network

L Representação da função perda

A Representação da função Vantagem

V Representação da função Valor

zKj Átomo j da função K

εb Variável aleatória

εw Variável aleatória

� Operação de produto matricial

Convj
Representação da camada j da Rede Neural, feita com
uma Rede Convolucional

Noisyj
Representação da camada j da Rede Neural, feita com
uma Rede Ruidosa

n Número de operações de memória (leituras e escritas)

s Número de variáveis compartilhadas

k
Número de conjuntos distintos da cache (i.e. posições
de memória com o mesmo index) para os quais aquelas
variáveis podem ser mapeadas



NOTAÇÃO

Símbolo Descrição
S Conjunto de valores que s pode assumir

N Conjunto dos números naturais

K(s) Conjunto de valores que K pode assumir dado um s

N Conjunto de valores que n pode assumir

cvn Cobertura de cada teste n

∅ Conjunto vazio

∆ Variação

CV Cobertura total acumulada

ψ Objective Attained Threshold

φ Zero Improvement Threshold

n Número de transições selecionadas do Replay Buffer du-
rante o treinamento

τ Target Update

η Learning Rate





CAPÍTULO 1

Introdução

Este capítulo faz uma breve introdução ao trabalho desenvolvido.
Inicialmente, apresenta-se o cenário atual do desenvolvimento de novos
processadores e a importância da verificação funcional neste contexto.
É feita uma breve apresentação do conceito de Aprendizado de Máquina
e como ele é utilizado para a verificação funcional hoje. Seguindo isso,
passa-se à descrição do escopo deste trabalho, seguido por uma seção
dedicada a orientações quanto a organização desta monografia.

1.1 Motivação

Por muito tempo, ao precisar-se de mais desempenho em proces-
sadores, o desenvolvimento de novas arquiteturas podia sempre contar
com o aumento da frequência de operação e do número de transistores
dentro de um chip, já que estes seguiam a Lei de Moore [1], que previa
que o número de transistores dentro de uma mesma área do chip do-
braria em aproximadamente 18 meses.

Nas últimas duas décadas [2], o limite de dissipação de calor dentro
de um mesmo chip estagnou o aumento de frequência de operação de

1
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um processador, apesar de as dimensões da célula base destes sistemas
continuarem a diminuir, mesmo que já não no mesmo ritmo previsto
por Moore em 1965.

Em razão disso, para tentar manter um crescimento aceitavel do
desempenho, o foco dos fabricantes de processadores passou a ser a
exploração de paralelismo entre threads1 [3]. Um processador passou
a conter múltiplos núcleos de processamento (cores), cada um execu-
tando concorrentemente uma thread distinta de um programa paralelo.
Essa mudança de foco deu origem aos assim chamados processadores
multicore.

Tanto em processadores singlecore como em multicores, é comum
o uso de hierarquias de memória, a fim de melhorar o desempenho do
processador. Usualmente, são usados dois ou três níveis de memória
cache (L1, L2 e L3) com tamanho progressivamente maior (e por con-
sequência mais lentos) dentro do chip, seguidos pela memória principal
(mais lenta ainda) fora do chip. Em multicores, é comum termos uma
L1 privativa (ou privada) para cada núcleo, e os próximos níveis com-
partilhados entre todos os cores.

A relativa popularização destes sistemas - por exemplo, mesmo a
família i3 de processadores da Intel tem dois ou mais núcleos [4] - e
também a sua escala - o processador Intel Xeon E7-8890, por exemplo,
tem 20 núcleos [5] - trouxe outros problemas, como manter esta me-
mória compartilhada coerente, isto é, garantir que uma leitura de uma
mesma variável compartilhada por núcleos diferentes retorne o mesmo
valor, independentemente de quais instruções vieram antes ou depois
desta leitura em cada um deles.

Há indícios de que a coerência de cache on-chip é um requisito que
continuará presente por algum tempo, mesmo com o aumento de nú-
cleos por chip, já que os principais overheads criados pelos protocolos
de coerência independem do número de cores [6]. Todavia, ao aumen-
tarmos o número de núcleos de um sistema, o projeto do processador
em si fica mais complexo, sendo que um de seus principais obstáculos
é manter a coerência da memória cache compartilhada.

1Uma thread é uma sequência de instruções que compartilham um mesmo espaço
de endereços.
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1.1.1 Verificação de chips multicore

Para o desenvolvimento de um novo sistema, podemos elencar seis
principais etapas: especificação, projeto do nível arquitetural, projeto
do chip, manufatura, encapsulamento e testes. Na segunda e na última
etapa, é onde o sistema é testado. São testes, respectivamente, pre-
silicon e post-silicon (antes e depois da integração física), o primeiro
sendo realizado em simulação e o outro em um protótipo do chip.

Os testes pre-silicon, no contexto de processadores multicore, são
chamados de verificação funcional do processador e são compostos
de baterias de programas de testes executados em simulador, a fim de
encontrar erros no projeto. Quando estes são encontrados nesta etapa,
obviamente economiza-se tempo de reprojeto do sistema e, consequen-
temente, o custo final do projeto, o que torna tais testes especialmente
atraentes. O principal desafio é que testes executados em simulador são
ordens de magnitude mais lentos que quando executados diretamente
no sistema físico. Portanto, os testes realizados nesta etapa devem ser
eficientes e eficazes em encontrar os erros.

Há duas abordagens para a geração de testes voltados à verifica-
ção funcional: Biased Random Test Generation (RTG) e Directed Test
Generation (DTG). A abordagem RTG adiciona restrições para influ-
enciar a geração de testes aleatórios. A abordagem DTG tende a au-
mentar a cobertura através de testes menores, onde a geração de testes
é adaptativa, através do uso de inferência estatística, meta-heurística
ou inteligência artificial. Alguns exemplos de verificação funcional com
abordagem DTG são mostrados em [7], [8] e [9].

1.2 Técnicas de Aprendizado de Máquina

Aprendizado de Máquina é um campo da Inteligência Artificial que
estuda algoritmos e técnicas que permitem a uma máquina aprender
uma função sem ser explicitamente programada para isso. Principal-
mente nos últimos anos, com o aumento da capacidade de processa-
mento - especialmente processamento paralelo - houve um aumento do
interesse da comunidade científica e corporativa no seu uso aplicado aos
mais diversos problemas, como visão computacional e modelos prediti-
vos financeiros, por exemplo.
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A principal divisão destas técnicas é em relação a sua interação
com o ambiente. Por esta característica, pode-se dividir o Aprendizado
de Máquina em três vertentes principais: Aprendizado Supervisionado
[10], Aprendizado Não-Supervisionado [11] e Aprendizado por Reforço
[12]. Este último é explorado nesta monografia.

Uma prática da comunidade científica neste meio é utilizar um
mesmo ambiente para otimização dos algoritmos em si, antes de partir
para a sua aplicabilidade prática. No caso dos algoritmos de Aprendi-
zado por Reforço, em geral o ambiente utilizado é o de jogos eletrônicos
de Atari, onde o objetivo é fazer com que a pontuação final do agente
implementado pelo algoritmo seja superior aos de outros algoritmos re-
portados, como feito em [13], [14] e [15], por exemplo.

1.2.1 Geração de testes usando técnicas de aprendizado

Um dos desafios onde estas técnicas podem ser utilizadas na prática
é para a geração de testes dirigidos para verificação funcional, tanto em
Software [16] como em Hardware [17].

Especificamente sobre verificação de memória compartilhada, pode-
se citar, por exemplo, o trabalho de Marco Elver e Vijay Nagarajan,
de 2016 [7], que propõe um framework de verificação baseado em pro-
gramação genética, uma das linhas de pesquisa do Aprendizado de Má-
quina.

Se limitarmos apenas à vertente do Aprendizado por Reforço, con-
tudo, não foi encontrado nenhum trabalho reportado na comunidade
científica do seu uso para verificação de memória compartilhada coe-
rente, o que este trabalho se propõem a fazer.

1.3 Escopo desse trabalho

Este trabalho pretende explorar uma técnica de Aprendizado de Má-
quina, mais especificamente, Aprendizado por Reforço, para a geração
dirigida de testes para verificação funcional de memória compartilhada
coerente em chips multicore.

A partir desta técnica, foi criado um módulo diretor a ser inse-
rido em um framework de verificação já existente desenvolvido anteri-
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ormente no laboratório Embedded Computing Laboratory - ECL, loca-
lizado no INE/CTC/UFSC.

A organização geral do framework de verificação de memória com-
partilhada existente e a posição onde será inserido o novo módulo di-
retor proposto pode ser representada pela Figura 1.1.

Figura 1.1: Framework de verificação de memória compartilhada em chips
multicore

Novo
Módulo
Diretor

Módulo
Gerador

Simulador
de Sistema
Completo

Analisador
de Cobertura

Parâmetros
de geração

Novo teste

Monitores
(Testemunhas
de cobertura)

Estimativa
de Cobertura

Fonte: Autor

1.3.1 Estrutura experimental

A principal base para o desenvolvimento do novo módulo diretor foi
a implementação do algoritmo Rainbow [13]2, apresentado por Hessel
et al. em 2017, disponível publicamente no GitHub [18] e alterado para
a aplicação aqui proposta.

Para a simulação comportamental do processador, foi utilizado o
simulador proposto por Nathan Binkert et al. em 2011 [19], chamado
Gem5, também disponível publicamente no GitHub [20]. O Gem5 é
representado pelo módulo nomeado como Simulador de Sistema Com-
pleto na Figura 1.1.

2O algoritmo Rainbow foi criado sobre o algoritmo original de Deep Q-Learning
Networks (DQN)
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1.3.2 Contribuições técnicas

Este trabalho faz parte de uma das linhas de pesquisa atuais do ECL
e foi um trabalho desenvolvido em conjunto com o mestrando Nícolas
Pfeifer.

A definição do algoritmo utilizado, assim como dos parâmetros inici-
ais do agente (ações, estados e recompensas)3 foi uma decisão conjunta.

A ligação do algoritmo Rainbow com o Gem5, assim como a codifi-
cação inicial dos parâmetros ficou a cargo do mestrando.

Alterações pontuais no código desenvolvido ficaram a cargo dos dois
envolvidos no projeto, assim como as baterias de testes realizados e a
análise dos resultados destas, para então serem propostas novas altera-
ções no projeto.

As principais contribuições do trabalho desenvolvido são:

• A aplicação de um algoritmo de Aprendizado por Reforço que re-
presenta o estado da arte para um problema prático de verificação
funcional de memória compartilhada coerente;

• Uso do conhecimento de outro gerador que representa o estado
da arte na literatura para definição dos parâmetros do agente;

• Proposta de uma nova técnica para o treinamento da Rede Neu-
ral.

1.4 Organização da monografia

O restante deste trabalho está organizado da seguinte forma: o Ca-
pítulo 2 trata de uma breve revisão dos trabalhos correlatos utilizados
como referência para o desenvolvimento deste trabalho, tanto no que
se refere ao uso de Aprendizado de Máquina para verificação funcional
como também especificamente do uso de Aprendizado por Reforço na
geração de testes.

O Capítulo 3 revisa diversos conceitos de Aprendizado de Máquina,
Redes Neurais, Aprendizado Profundo e Aprendizado por Reforço, para
então entrar em detalhes de implementação do algoritmo utilizado como

3A serem explicados em mais detalhes no Capítulo 4
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base para este trabalho [13] e a técnica utilizada para melhorar o trei-
namento do agente [15].

O Capítulo 4 apresenta os detalhes da implementação do novo mó-
dulo diretor proposto. Uma breve revisão dos conceitos de geração
dirigida para memória compartilhada coerente é feita e são apresenta-
dos formalmente quais são os parâmetros de geração de testes e como
as ações do agente influenciam cada um deles. A Seção 4.3.1 trata das
alterações feitas na Rede Neural original e qual sua arquitetura final.
Neste capítulo também são apresentados os valores finais dos parâme-
tros da rede.

O Capítulo 5 apresenta a estrutura experimental utilizada, os testes
realizados e os resultados obtidos. É feita uma breve análise destes, as-
sim como os pontos forte e melhorias possíveis ao projeto desenvolvido.

Por fim, o Capítulo 6 faz um breve apanhado do trabalho desenvol-
vido, os resultados obtidos e os próximos passos para trabalhos futuros.





CAPÍTULO 2

Trabalhos correlatos

Este capítulo apresenta a revisão bibliográfica dos principais as-
pectos deste trabalho: técnicas utilizadas em verificação funcional e
aplicações do uso deAprendizado por Reforço em geração de testes.

A Seção 2.2 analisa trabalhos sobre geração de testes baseada espe-
cificamente em Aprendizado por Reforço, embora nenhum deles aborde
a verificação funcional de memória compartilhada. Finalmente, a Se-
ção 2.3 faz uma breve síntese dos principais resultados úteis ao contexto
desta monografia e à avaliação da relevância do trabalho proposto.

Embora a verificação funcional de chips multicore tenha sido abor-
dada por uma variedade de técnicas distintas, é relativamente raro
encontrar-se técnicas baseadas em Aprendizado de Máquina (ao contrá-
rio do que ocorre em outras áreas de aplicação), especialmente quando
se considera a verificação baseada em cobertura, que é o foco deste
trabalho. A Seção 2.1 resume as principais técnicas de verificação fun-
cional baseadas em Aprendizado de Máquina.

9
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2.1 Principais técnicas para verificação funcional auxi-
liadas por Aprendizado de Máquina

Em 2003, Shai Fine e Avi Ziv [9] usaram Redes Bayesianas para
relacionar estatisticamente o resultado dos testes em relação à cober-
tura total do sistema com as diretivas para a criação de novos planos
de testes a serem simulados. O trabalho tinha dois objetivos principais:
1) realimentar os resultados dos testes realizados e a geração de novos
testes (muitas vezes feito de forma manual), e 2) otimizar os testes ge-
rados levando em conta o resultado em relação à cobertura de cada um
deles. Para isso, ao invés de modelar o comportamento de um processa-
dor como uma FSM (Finite State Machine) - tipicamente complexa - o
processo de geração é que foi modelado, isto é, o processo de tentativa-
e-erro liderado pelo time de verificação, que correlata os testes gerados
e os resultados obtidos. Mapeou-se o pipeline completo de um pro-
cessador em tarefas cuja conclusão representava uma porcentagem da
cobertura da verificação do sistema e usou-se o histórico de cobertura
para treinar a rede. Depois de treinada, a rede alcançava pontos de
cobertura raros em aproximadamente 1/3 do tempo da técnica à qual
foi comparada (geração de testes puramente aleatórios). Uma das prin-
cipais desvantagens desta abordagem é que a técnica é dependente da
arquitetura, já que a definição de cobertura usada é uma abstração de
uma microarquitetura que implementa uma ISA (Instruction Set Ar-
chitecture) específica.

Já em 2017, Raviv Gal et al. [21] apresentaram uma técnica utili-
zada na IBM para otimizar o trabalho do especialista em verificação.
Através de uma compilação estatística da probabilidade de cada teste
cobrir eventos do sistema, o armazenamento dos resultados dos testes
ocupa menos espaço do que todos os registros de cobertura. Ao captu-
rar de forma esquemática essa relação estatística, o trabalho do espe-
cialista é facilitado, pois este saberá quais são as alterações necessárias
nos planos de teste a fim de alcançar maior cobertura. Além disso, a
técnica, chamada Template Aware Coverage (TAC), também apresenta
a relação direta entre um estímulo e um evento coberto, facilitando o le-
vantamento de hipóteses - e também a sua confirmação/refutação - em
testes subsequentes. A partir de técnicas de Data Analytics, é possível
realizar otimizações baseadas nos resultados obtidos. As otimizações
realizadas visam minimizar a quantidade de estímulos necessários para
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cobrir um evento específico, com base na probabilidade histórica de
cobri-lo utilizando cada um dos estímulos que anteriormente fizeram
parte de algum plano de teste executado.

Também em 2017, Kuo-Kai Hsieh et al. [22] mostraram como utili-
zaram duas técnicas de Aprendizado de Máquina - Proccess Discovery
e Grammatical Inference - para gerar novos testes a partir de antigos já
validados. Entretanto, este trabalho aborda a verificação de segurança
e não a verificação funcional de um sistema. Diferente desta, um teste
de verificação de segurança procura encontrar ações de propósito pre-
judicial, como ataques, por exemplo. Cada teste constitui um ataque
e, assim, a abordagem foi de decomposição de cada teste em primiti-
vas (pedaços de código independentes) e o mapeamento das relações
estatísticas entre elas, para enfim gerar novas combinações, criando-se
assim novos testes. Além disso, adicionaram-se restrições no processo:
a primitiva X só pode ser executada depois da primitiva Y, por exem-
plo. O resultado destes novos ataques gerados foram avaliados a partir
da métrica de cobertura do DUT (Device Under Test). A partir de 30
testes originais, foram gerados 500 novos, alguns cobrindo os pontos
já cobertos, mas outros cobrindo pontos nunca cobertos pelos testes
originais.

Por outro lado, a literatura reporta um trabalho com foco exata-
mente em verificação de memória compartilhada (coerência de cache
e consistência de memória). Em 2016, Marco Elver e Vijay Nagara-
jan [7] apresentam McVerSi, um framework que propõem uma abor-
dagem baseada em Programação Genética para a geração dirigida de
testes, onde cada teste é associado a um cromossomo e cada operação
a um gene. Neste caso, um cromossomo é representado por um grafo
orientado acíclico1 onde os vértices representam operações (leitura ou
escrita em memória) e onde os arcos representam uma ordem parcial
dessas operações. Para gerar novos testes, os autores usam a técnica
de crossover, através de um cruzamento seletivo que prioriza opera-
ções de memória que tendem a gerar condições de corrida [23], a fim
de estimular a cobertura de transições pouco frequentes entre estados

1Grafos orientados são estruturas matemáticas que representam as relações (ar-
cos) entre um ou mais elementos (vértices). Grafos orientados acíclicos são grafos
em que, para todo vértice v, não existe um caminho que comece e termine em
v. Neste caso, os vértices são as operações e os arcos são as possíveis ordens das
operações em um teste.
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do protocolo de coerência. A principal desvantagem dessa técnica é a
dependência da escolha pelo usuário dos parâmetros do gerador, tais
como a quantidade de instruções por teste e a quantidade de memória
utilizada em um teste, o que pode levar o usuário a limitar inadvertida-
mente o potencial de detecção de erros ao selecionar valores indevidos.
Comparado a abordagens alternativas baseadas em geração de testes
pseudo-randômicos e testes decisivos (litmus tests), o gerador McVersi
detectou 11 erros de projeto não encontrados pelas outras técnicas. A
técnica aplicada no gerador McVersi representa o estado da arte da ge-
ração de testes dirigidos avaliada por Aprendizado de Máquina.

Entretanto, em 2018, uma técnica não baseada em Aprendizado de
Máquina mostrou resultados melhores dos que os obtidos com o gera-
dor McVersi em vários casos. Por isso, ela será abordada a seguir, já
que servirá de referência para avaliar o desempenho da técnica baseada
em Aprendizado de Máquina aqui proposta.

Andrade et al. [8] propuseram a geração dirigida de testes baseada
em modelo de cobertura e, ao invés de recorrer a técnicas de Aprendi-
zado de Máquina, propuseram uma técnica que explora restrições não
convencionais (chaining and biasing constraints), definidas a partir da
exploração de propriedades gerais não somente de caches individuais,
mas também do protocolo que garante a sua coerência, para um melhor
controle da cobertura de transições entre estados. Foram definidas três
classes diferentes de transições cuja alternância aumenta a qualidade
de testes não-determinísticos. Comparada com McVerSi, a técnica foi
mais rápida (1.9 a 5.7 vezes) em obter maior cobertura (68.9% con-
tra 67.5%) em projetos com 32 núcleos. Uma das principais vantagens
deste trabalho é sua independência da métrica de cobertura escolhida,
protocolo de coerência e parâmetros da cache.

2.2 Uso de Aprendizado por Reforço para geração de
testes

O Aprendizado por Reforço (a ser abordado em detalhes no Capítulo
3) é uma técnica de Aprendizado Máquina que difere do Aprendizado
Supervisionado e do Não-Supervisionado por não haver conhecimento
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sobre os pares de entrada e saída, deixando o agente2 completamente
livre para aprender por meio de recompensas.

Seu uso é mais recente do que técnicas mais tradicionais de Apren-
dizado de Máquina (como Redes Bayesianas, por exemplo). Portanto,
há poucos relatos na literatura que descrevem sua aplicação em um am-
biente de verificação. Ainda assim, foram encontrados alguns trabalhos
que se mostraram relevantes para o escopo desta monografia, dos quais
alguns são analisados abaixo.

Em validação funcional de software, é comum a utilização da técnica
de SBST (Search-Based Software Testing, Phil McMinn [24] 2011) para
geração automática de dados de testes, baseados em diversas técnicas
meta-heurísticas, em substituição a um trabalho geralmente manual e
laborioso. A técnica é baseada na aplicação de técnicas de otimização
por busca, e.g. Programação Genética, para resolver problemas relaci-
onados a testes de softwares. Por se tratar de um ambiente de tomada
de decisão sequencial, em 2018, Junhwi Kim et al. [16] apresentaram
um framework de SBST baseado em Aprendizado por Reforço, onde
o SUT (Software Under Test) é transformado no ambiente em que o
agente será treinado. No artigo, são apresentadas diversas evidências
de que o agente aprendeu o comportamento meta-heurístico que funci-
ona bem para encontrar soluções para problemas arbitrários, uma vez
que, mesmo em situações em que não foi treinado, o agente obteve re-
sultados positivos.

Já em 2011, Alex Groce [25] tratou da geração de testes para va-
lidação funcional de software sob outra óptica: ao invés de abordar o
problema para o software completo, o foco foi a validação de trechos
menores em um projeto de software, como bibliotecas Container3, pa-
cotes de banco de dados, entre outras. Para validação destes blocos,
há diversas ferramentas (checkers) disponíveis, contudo, estes são limi-
tados pela linguagem na qual foram escritas. Caso o programador não
tenha familiaridade com outras linguagens, a opção aqui é a geração
de valores aleatórios de entrada, a qual já se provou tão efetiva quanto
model checkers em alguns casos. Em outros casos, entretanto, tem-se
um gap relevante no contexto de projeto de software. Assim, o autor

2O sistema que interage com o ambiente a partir de ações.
3Um Container é uma unidade padrão de software que empacota o código e

todas as suas dependências para que o aplicativo seja executado de maneira rápida
e confiável de um ambiente de computação para outro.
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apresenta um modelo baseado em Aprendizado por Reforço para subs-
tituir a geração de testes aleatórios, de forma que esta técnica atenda
todos os casos possíveis. Para isso, o algoritmo sugere um valor para o
próximo teste baseado no contexto atual em que se encontra o SUT e o
agente é recompensado caso este valor gere um comportamento ainda
não observado. Os resultados variaram bastante dependendo do SUT:
alguns apresentaram um resultado muito melhor comparado a testes
aleatórios, enquanto em outros, este resultado ficou abaixo.

Em relação à testabilidade e testes no projeto de hardware digital,
vale citar o trabalho de Shakeri et al. [17], de 2010. A abordagem dos
autores é usar Aprendizado por Reforço para influenciar testes pseudo-
aleatórios com o objetivo de encontrar erros no projeto. O agente é
treinado e executado em um simulador associado à representação do
projeto sob verificação, a qual é descrita em HDL (Hardware Descrip-
tion Language). O agente é recompensado em relação ao número de
erros de projeto cobertos pela primeira vez. Ou seja, o agente foi trei-
nado para aprender a gastar cada vez menos tempo para encontrar
novos erros. Em média, houve uma melhora de 15.3% em relação a
técnicas tradicionais e, em alguns casos, a nova técnica foi 42% mais
rápida em encontrar o mesmo número de erros.

2.3 Adequação do Aprendizado por Reforço para a ve-
rificação de chips multicore

Embora o uso de Aprendizado por Reforço tenha trazido impacto
positivo na geração de testes para validação de software e para verifi-
cação de sistemas digitais, a literatura não reporta seu uso para a veri-
ficação de memória compartilhada coerente em chips multicore. Neste
sentido, a abordagem deste trabalho é original.

Em contraste com outros métodos de Aprendizado de Máquina
(muitas vezes usados para aplicações em Regressão ou Classificação), o
Aprendizado por Reforço foi desenvolvido especificamente para tomada
de decisões sequenciais, como apresentado por Bai Chen et al. [26], em
2011. Em seu núcleo está a Cadeia de Markov, uma sequência de pro-
cessos estocásticos, onde o próximo estado depende apenas do estado
atual e não de todos os estados que o precederam. Além disso, téc-
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nicas como Programação Genética ou Redes Bayesianas, por exemplo,
não levam em conta o aspecto sequencial da geração de testes4 e isso
é geralmente gerenciado por um controlador externo, que alimenta a
rede com eventos ainda não alcançados. Essas características mostram
que vale a pena explorar o Aprendizado por Reforço num contexto de
verificação baseado em geração dirigida de testes.

Quando aplicada à geração de testes dirigidos, a tomada sequencial
de decisões, que é uma característica aprendida pelo agente na técnica
de Aprendizado por Reforço, tem o potencial de se traduzir em maior
cobertura em menor tempo5. Além disso, a característica exploratória6

do Aprendizado por Reforço tem o potencial de estimular transições que
dificilmente seriam cobertas por outras técnicas, tal como foi observado
no trabalho de Shaketi et al. [17].

Ao adotar o Aprendizado por Reforço para a geração dirigida de
testes, tomou-se o cuidado de torná-lo independente da arquitetura
sob verificação, através de ações inspiradas no modelo de cobertura
proposto em [8], o qual resulta da aplicação de restrições ditadas por
propriedades gerais de cache individuais e de propriedades genéricas de
protocolos de coerência [27].

Para facilitar a comparação com as técnica propostas em [8] e [7],
adotou-se o Gem5 [19] como ambiente para treinamento e execução dos
experimentos.

4Isto é, qual a melhor sequência possível de testes a serem realizados em um
dado ambiente para otimizar o resultado.

5Já que esta característica ainda não foi explorada no domínio de verificação
de memória compartilhada, mas já apresentou resultados interessantes em outras
aplicações.

6A característica exploratória do Aprendizado por Reforço será explicada no
Capítulo 3.





CAPÍTULO 3

Aprendizado por Reforço

Este capítulo apresenta uma breve introdução aos conceitos de
Aprendizado de Máquina, Redes Neurais, Aprendizado Profundo e
Aprendizado por Reforço. Em relação a este último, são apresenta-
das algumas técnicas responsáveis pelo bom desempenho de algoritmos
que representam o estado da arte, os quais são também utilizados no
desenvolvimento deste projeto.

3.1 Aprendizado de Máquina

Aprendizado de Máquina é um campo da Inteligência Artificial que
estuda os algoritmos e técnicas que permitem a uma máquina aprender
uma função sem ser explicitamente programada para isso. O termo
- e sua definição - nasceram em 1959, em um trabalho publicado por
Arthur Lee Samuel [28], um dos grandes pioneiros na área. Em 1997,
Tom M. Mitchell [29] formalizou a definição de aprendizado da seguinte
forma:

17
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"Um programa de computador é dito capaz de aprender
a partir de uma experiência E a respeito de uma série de
tarefas T com sua performance sendo medida por P se a sua
performance nas tarefas T, medida por P, melhora com a
experiência E".

Como as tarefas não são explicitamente programadas, o programa
aprende através de reconhecimento de padrões e inferências, obtidas a
partir de um modelo matemático construído sobre um conjunto de da-
dos, em uma fase de treinamento. Tem-se três vertentes principais de
Aprendizado de Máquina: Aprendizado Supervisionado [10], Aprendi-
zado Não-Supervisionado [11] e Aprendizado por Reforço [12]. As duas
primeiras são descritas brevemente abaixo, já o Aprendizado por Re-
forço é tratado em uma seção específica subsequente, por se tratar de
um conceito mais relevante para este trabalho.

Aprendizado Supervisionado: Nesta vertente, o conjunto de
dados de treinamento é composto por uma ou mais entradas e a saída
desejada para aquelas entradas. Sendo assim, o objetivo do algoritmo
é encontrar uma função que represente a saída em relação às entradas,
com base em exemplos, para poder predizer uma saída, dadas novas en-
tradas futuras, i.e. inferir uma distribuição probabilística condicional.
Matematicamente, podemos representar o Aprendizado Supervisionado
pela seguinte equação:

pX(y|x) (3.1)

Onde pX é a probabilidade de uma saída y, dada uma entrada x. Ela
é usada principalmente para Classificação e Regressão. No primeiro
caso, as saídas são limitadas a um conjunto fixo de saídas válidas e o
objetivo é classificar cada novo conjunto de dados de entrada em uma
das saídas possíveis. Reconhecimento de imagens e visão computacio-
nal são exemplos de aplicações. Já em regressão, a saída é um conjunto
de valores contínuos e o objetivo é encontrar uma função matemática
que descreva o comportamento para novas entradas. Uma aplicação
muito comum nesta vertente sendo análises de pesquisas estatísticas.
Alguns algoritmos de Aprendizado Supervisionado são: SVM (Support
Vector Machine) [30], Regressão Linear [31], Regressão Logística [32] e
K-NN (K-Nearest Neighbor) [33].
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Aprendizado Não-Supervisionado: Aqui, o conjunto de dados
contém apenas entradas e não saídas relacionadas a estas entradas. O
objetivo dos algoritmos é encontrar padrões, estruturas ocultas ou rela-
ções estatísticas entre os dados de entrada, classificando-os em grupos
não definidos ainda, i.e. inferir uma distribuição probabilística a priori.
Em comparação com o Aprendizado Supervisionado, podemos repre-
sentar o Aprendizado Não-Supervisionado através da seguinte equação:

pX(x) (3.2)

Onde pX é a probabilidade de um valor x ocorrer, antes de se ter
qualquer evidência dele. Essa técnica é utilizada principalmente em
estimação de densidade estatística, aplicada a criar agrupamentos com
base em dados crus. Um exemplo de aplicação é a segmentação de
perfis de clientes em um mercado qualquer, o que torna mais assertiva
a abordagem de equipes de vendas. Alguns algoritmos que utilizam a
abordagem de Aprendizado Não-Supervisionado são EM (Expectation-
Maximization) [34], HCA (Hierarchical Cluster Analysis) [35] e OP-
TICS (Ordering Points To Identify the Clustering Structure) [36].

3.1.1 Redes Neurais e Aprendizado Profundo

Uma classe de algoritmos que pode ser usada para qualquer vertente
de Aprendizado de Máquina (inclusive Aprendizado por Reforço) são
as Redes Neurais. Estruturas vagamente inspiradas em um cérebro hu-
mano, as Redes Neurais são utilizadas para as mais diversas aplicações,
como classificação e regressão. Nos algoritmos anteriormente citados,
os atributos relevantes e sua relação são definidos antes do treinamento
do agente1, já que estes são dados de entrada bem definidos. Uma
vantagem das Redes Neurais é de que estes atributos são descobertos
durante o treinamento, ou ainda, pode haver a criação de novos atri-
butos a partir da combinação de dois ou mais dados de entrada.

Há diversos tipos de Redes Neurais, como Redes Convolucionais
(muito usadas para reconhecimento de imagens) e Redes LSTM (Long
Short-Term Memory) (muito usadas para reconhecimento de fala). Po-
rém, por simplicidade, o conceito aqui tratado será o de uma Rede

1O sistema que interage com o ambiente a partir de ações.
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Neural classificatória simples (sem realimentação).
A estrutura básica de uma Rede Neural é formada por diversas ca-

madas (layers) de neurônios, que nada mais são do que estruturas que
guardam um número em sua saída (geralmente entre 0 e 1), interco-
nectados entre si, como mostra a Figura 3.1:

Figura 3.1: Estrutura genérica de uma Rede Neural classificatória simples
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ŷ2

Camada
de saída

Fonte: Autor

O número de neurônios por camada - assim como o número de
camadas - varia significativamente entre aplicações. Por exemplo, na
camada de entrada, ele pode ser definido pelo número de pixels em
uma imagem ou pelo tamanho de um vetor de valores. Por outro lado,
na camada de saída este valor pode variar entre um (em aplicações de
regressão) e um número genérico n, que pode ser definido pelo número
de classes possíveis dentre as quais uma imagem pode ser classificada,
por exemplo.

A principal vantagem das Redes Neurais em relação a outros algo-
ritmos, contudo, é dado pela sua capacidade de generalização e as
principais responsáveis por isso são as chamadas Camadas Ocultas.
Estas, que podem variar em número2 e tamanho3, mapeiam relações
entre cada um dos neurônios de entrada até a saída, através de opera-

2Número de Camadas Ocultas em uma mesma Rede Neural.
3O tamanho de uma Camada se refere ao número de neurônios que a compõem.
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ções lineares (somas e multiplicações ou convoluções no caso de Redes
Convolucionais), são estas operações que definem o valor na saída de
cada neurônio. Cada uma dessas relações são transições entre neurô-
nios, representadas pelas linhas em cinza na Figura 3.1, que podem ser
descritas pela Equação 3.3:

y = wx+ b (3.3)

Onde w representa o peso daquela transição, x é o valor do neurô-
nio origem da transição, y é o valor do neurônio destino e b é um termo
de bias adicionado durante o treinamento.

O peso w e o valor de bias b são otimizados durante o treinamento, a
partir de um algoritmo denominado Backpropagation [37] que utiliza o
método matemático de Gradiente Descendente [38] de forma a minimi-
zar uma função de perda global. As Camadas Ocultas são chamadas
assim justamente porque não é definido como a relação entre atributos
e como eles serão representados nas camadas será feito: isso é definido
pela própria rede durante o aprendizado.

Além disso, a Rede Neural nos permite definir uma função f∗ que
aproxime uma função f quando não temos a possibilidade de separar os
atributos por hiperplanos bem definidos4. Com as Camadas Ocultas,
podemos criar novos atributos derivados dos originais e obter regiões
de decisão mais complexas5, obtendo resultados melhores mesmo com
atributos menos "organizados". A principal vantagem é que estes novos
atributos não precisam ser propostos pelo usuário, eles são definidos
pela própria rede.

Para exemplificar esse conceito de hiperplanos não definidos e re-
giões de decisão mais complexas, podemos utilizar um exemplo clássico
e simples: uma rede classificatória que diz se uma imagem contém um
cachorro ou um gato. Não sabemos quais atributos das imagens a rede
considera como sendo mais importantes nesta classificação. Uma ca-
mada oculta pode estar analisando o formato das orelhas, por exemplo,

4Um "hiperplano bem definido"se refere a relação entre os atributos (dados de
entrada). Em uma rede classificatória com o objetivo de classificar imagens em es-
pécies de plantas, por exemplo, poderíamos tem um hiperplano definido por número
de pétalas vs presença de espinhos.

5Hiperplanos definidos a partir de atributos não definidos pelos dados de entrada.
Na mesma aplicação anterior, por exemplo, uma das Camadas Ocultas pode avaliar
o quadrante superior direito de cada uma das imagens a procura de algo específico.
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enquanto outra camada analisa o focinho. A ordem ou os atributos são
definidos pela própria rede durante o treinamento, a fim de minimizar
a função de perda.

É comum a utilização de uma Função de Ativação6 para adici-
onar às redes um elemento não-linear, já que só combinações lineares
não representam completamente uma função genérica qualquer, o que
pode fazer com que não consiga-se aproximar corretamente a função
desejada. Entre as funções de ativação mais comuns, podemos citar a
Função Sigmoide (σ), a Função Tangente Hiperbólico (tanh) e a Fun-
ção ReLU (Rectified Linear Unit), definidas abaixo, respectivamente:

σ(x) = 1
1 + e−x

(3.4)

tanh(x) = ex − e−x

ex + e−x
(3.5)

ReLU(x) =
{

0, se x < 0
x, se x ≥ 0

(3.6)

Na Figura 3.2 estão representadas cada uma das funções acima des-
critas e fica claro que cada uma delas mitiga o problema de uma forma
diferente. Não se entrará aqui no mérito das vantagens de cada uma,
mas este ponto será explorado na descrição da escolha da Função de
Ativação utilizada neste trabalho, na Seção 3.2.2.

6Função matemática utilizada como transição entre duas Camadas de neurônios
ou na saída de uma Rede Neural.
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Figura 3.2: Representações euclidianas de algumas das funções de ativação
mais comuns na literatura
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Fonte: Autor

Embora as Redes Neurais tenham sido introduzidas em 1943 por
Warren S. McCulloch e Walter Pitts [39], sua popularização é relativa-
mente recente, pois sua alta demanda de processamento só de tornou
viável e prática com a disponibilidade de processadores paralelos (e.g.
multicores e GPUs).

Essa disponibilidade tecnológica também deu origem a outro con-
ceito, o de Aprendizado Profundo (Deep Learning), que nada mais é
do que a utilização de Redes Neurais com múltiplas Camadas Ocul-
tas. Não há um consenso entre qual o limiar entre uma Rede Neural
normal (rasa) e uma Rede Neural Profunda. Jürgen Schmidhuber, por
exemplo, em 2014 [40], defendeu que quando uma rede tem mais de
duas Camadas Ocultas, ela pode ser considerada Profunda, conforme
aumentamos esse número, se faz necessária também a criação de novos
conceitos. Segundo ele, quando temos um número maior do que 10
Camadas Ocultas, já estamos em um terreno de Redes Neurais Muito
Profundas.

3.2 Aprendizado por Reforço

Diferentemente dos Aprendizados Supervisionado e Não-Supervisionado,
o Aprendizado por Reforço não é construído tendo como base a ideia de
achar uma função que defina a relação entre dois conjuntos de dados.
Ao invés disso, nesta vertente o foco é otimizar a forma com que um
Agente faz escolhas em um determinado Ambiente, sem nenhuma
supervisão, apenas a partir de uma função objetivo chamada Recom-
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pensa.
A relação Agente-Ambiente é tipicamente formulada a partir de um

Processo de Decisão de Markov (MDP - Markov Decision Process) [44],
que é definido a partir da tupla (S, A P, R) onde:

• S é o conjunto de estados {s1, s2, ..., sn};

• A é o conjunto de ações possíveis {a1, a2, ..., an}

• P é a probabilidade de que a ação at no estado st no tempo t leve
o agente ao estado st+1, no tempo t+ 1;

• R é a recompensa imediata esperada7, como resultado da ação
at, depois de transicionar do estado st para o estado st+1.

A Figura 3.3 ilustra a relação entre esses parâmetros. A partir
da escolha da ação com maior probabilidade P de retornar ao agente a
recompensa esperada R, ele executa uma ação at que leva o Ambiente
a um novo estado st+1 e dá ao agente uma recompensa Rt+1. Estes
dois parâmetros realimentam o agente, para que ele defina quais são as
próximas possíveis ações em t+ 2.

Figura 3.3: Diagrama de blocos de um MDP genérico

Agente
P, R

Ambiente

Ação atNovo estado st+1 Recompensa Rt+1

Fonte: Autor

7A recompensa esperada R não é necessariamente igual a recompensa obtida,
representada aqui por R
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Outro parâmetro que pode entrar na descrição genérica de um MDP
é o fator de desconto γ, que relaciona o valor da sua recompensa no
tempo. Limitado entre 0 e 1, o γ definirá o desconto de recompensas
futuras no presente: quanto menor, menos o agente valoriza recompen-
sas futuras.

A partir do treinamento, o agente aprende uma política de escolha
de ações baseada no estado no qual ele se encontra a fim de maximizar
a recompensa obtida, otimizando assim a tomada de decisões dado o
ambiente.

Um tópico sempre em voga no meio de Aprendizado por Reforço é a
relação entre Exploitation x Exploration (sem tradução). Exploitation
se refere a aproveitar o conhecimento já obtido nas iterações prévias
para tomar uma decisão melhor no presente. Já Exploration se refere
a explorar o ambiente à procura de novas informações que potencial-
mente poderiam levar o agente a tomar melhores decisões no futuro.
Há diversos meios para balancear estas duas linhas de ação, uma delas,
utilizada neste trabalho, é a política ε-greedy [45] onde, a partir de um
parâmetro ε, define-se a probabilidade de o agente escolher entre a ação
com a probabilidade de ganhar a recompensa máxima naquele estado
(1− ε) ou uma ação aleatória dentre o espaço de todas as ações possí-
veis (ε). Assim, adiciona-se um grau de Exploration ao aprendizado do
agente.

Devido a essas características, o Aprendizado por Reforço é ampla-
mente utilizado em ambientes de tomada sequencial de decisões, como
por exemplo, para controlar um carro autônomo ou ensinar a um robô
como movimentar um membro.

O algoritmo que utiliza a descrição básica de conceito de Aprendi-
zado por Reforço, é chamado de Q-learning [46]. Ele calcula a qua-
lidade (Q-Value) de cada uma das ações do conjunto A tomada pelo
agente em um determinado estado s do conjunto S. Essa qualidade é a
recompensa esperada (R) caso aquela ação seja tomada pelo agente.

Inicialmente, temos uma tabela com um número de células igual ao
espaço de Estados x Ações. Essa tabela contém o valor da qualidade de
cada ação em cada estado, e as células são inicializadas com um valor
padrão, geralmente zero. Conforme ações vão sendo executadas pelo
agente, essa tabela é atualizada com os valores de recompensas obtidas
(R). Caso o agente passe pela segunda vez pelo mesmo estado e esco-
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lha uma ação que já realizou, i.e. a célula referente a esta ação neste
estado não contém o valor zero, a recompensa esperada retornada
pelo algoritmo é o valor salvo na tabela, ou seja, a recompensa obtida
anteriormente. A nova recompensa obtida agora pode ou não ser igual
à recompensa esperada, e a partir dessa diferença, são feitas correções
na tabela de Q-values.

Através da atualização da tabela e dos estados percorridos pelo
agente, é criada uma política de tomada de decisão π(A|s), que nada
mais é do que a distribuição probabilística de cada umas das ações do
conjunto A serem tomadas em um dado estado s.

Este algoritmo pode ser representado pela equação geral 3.7, onde
Q representa esta tabela SxA.

Q(S,A) = R (3.7)

Contudo, num domínio com um espaço de estados ou de ações muito
grandes, a representação dos Q-values através de uma tabela é inviável
e algoritmos mais simples não conseguem aprender de forma eficaz qual
a melhor política de escolha de ações. Em 2013, Mnih et al. [14] apre-
sentaram uma forma de generalizar aquele algoritmo através do uso
de Redes Neurais Profundas, propondo o algoritmo Deep Q-Learning
Networks (DQN), que resolve essa ineficácia.

Neste algoritmo, há algumas mudanças em relação a uma Rede Neu-
ral comum:

• Experience Replay: Adiciona-se um Replay Buffer, que salva as
últimas experiências do agente e, para o treinamento, busca neste
buffer um pacote de transições de forma aleatória. Essas expe-
riências são salvas como tuplas da forma (st, at,Rt+1, st+1). O
número de experiências é fixo e varia conforme a aplicação.

• Duas Redes Neurais: Neste algoritmo, tem-se duas Redes Neurais:
a Online Network (representada por θ), que é a rede otimizada
e utilizada para a seleção das ações e a Target Network (repre-
sentada por θ) que é uma cópia temporária da rede, que não é
otimizada diretamente (mas apenas de tempos em tempos). A
razão de se utilizarem duas redes é a seguinte: em cada passo
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t do treinamento, o valor dos pesos da rede muda. Como são
realizadas muitas alterações nestes valores com frequência, eles
podem divergir. Desta forma, os pesos da Target Network são fi-
xos e apenas atualizados periodicamente, tornando o treinamento
mais estável.

As Redes Neurais são utilizadas para calcular a qualidade de cada
uma das ações aj do conjunto A dado um estado qualquer s, e elas
são implementadas de forma que as suas camadas de saída tenham
um número de neurônios igual ao número de ações possíveis j. Assim,
calcula-se simultaneamente a qualidade de cada uma das ações, ao invés
de executar o algoritmo por j vezes para fazer esse cálculo separada-
mente. Como a saída das redes são a qualidade de cada uma das ações
(recompensa esperada por cada uma delas), estas são representadas
pelas Equações 3.8 e 3.9, onde R representa o vetor de recompensas
esperadas (Q-values) por cada uma das ações possíveis.

Qθ(s,A) = Rθ (3.8)

Qθ(s,A) = Rθ (3.9)

Seguindo aquela publicação [14], diversos outros autores apresen-
taram otimizações ao algoritmo original. Em 2017, Hessel et al. [13]
criaram um novo algoritmo, denominado Rainbow, através de uma com-
pilação destas otimizações e melhorias puntuais ao algoritmo original
de 2013. Este foi a base para o desenvolvimento deste trabalho.

3.2.1 Algoritmo escolhido: Rainbow

A partir de diversas melhorias propostas para o algoritmo DQN e
também a partir de conceitos mais antigos aplicáveis neste contexto,
surge o algoritmo Rainbow [13], através da integração do algoritmo
DQN com outras 6 otimizações, como definidas a seguir:

1) DDQN (Deep Double Q-learning Networks): No algoritmo origi-
nal, o treinamento se dava a partir de uma variação do método de
Gradiente Descendente, que visava minimizar a função perda (L)
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dada pela Equação 3.10. Onde Rt+1 representa a recompensa
imediata obtida após a ação tomada no tempo t,

L(R, γ, S,A) = [Rt+1 + γt+1max(Qθ(st+1,A))−Qθ(st,at)]2

(3.10)
Contudo, ao utilizarmos o valor máximo da função Qθ na Equa-
ção 3.10, podemos superestimar o valor da recompensa de uma
ação potencial na rede, o que prejudica o aprendizado. Por isso, a
otimização DDQN, proposta por van Hasselt et al. em 2016 [48],
visa contornar este problema através do uso da Online Network:
calcula-se o valor da ação que leva a uma maximização da recom-
pensa na Rede θ para só então usar-se esse valor na função Qθ.
Isso resulta em uma nova função perda, definida pela Equação
3.11, onde argmax(f(X)) denota a função que retorna o argu-
mento x do conjunto X que maximiza uma função f(X), neste
caso, a função Qθ(st+1,A)8:

L(R, γ, S,A) =

[Rt+1 + γt+1Qθ(st+1,argmax
a′

(Qθ(st+1,A)))−Qθ(st,at)]2 (3.11)

2) Replay Priorizado: Durante o treinamento, o agente seleci-
ona aleatoriamente um conjunto de transições possíveis do Re-
play Buffer. Contudo, idealmente, gostaria-se que fosse possível
priorizar as transições com as quais tem-se mais a aprender. Esta
otimização, proposta por Tom Schaul et al. em 2016 [49], adici-
ona pesos a todas as transições do buffer, sendo que cada nova
transição é nele adicionada com peso máximo, criando-se as-
sim um efeito de priorização. Essa solução não é perfeita, já que
transições novas que nada ensinam à rede também acabam sendo
priorizadas. De qualquer forma, o uso dessa otimização mostrou
resultados positivos para o treinamento da rede.

3) Dueling Networks: Para explicar este conceito, primeiro temos
que decompor a Equação 3.7, cujo objetivo é calcular a qualidade

8Onde a′ representa que o argumento que a função argmax(f(x)) retornará é uma
ação a e não o estado st+1
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de cada umas das ações a do conjunto A, num estado s, con-
forme mostra a Equação 3.12, onde a função V(s), chamada de
Função Valor representa a qualidade associada a um estado s e a
função A(A), chamada Função Vantagem (advantage) representa
o incremento de qualidade obtido com cada ação a do conjunto A.

Q(s,A) = V(s) +A(A) (3.12)

O objetivo desta otimização, proposta por Wang et al. em 2016
[50], é que haja uma rede para calcular cada uma das partes da
Equação 3.12. Assim, os cálculos de cada uma das funções são
feitos separadamente e apenas são combinados para calcular a
qualidade de cada ação na última camada comum as duas redes.
Assim, é possível estimar o valor de cada estado s de forma mais
robusta, desassociando-o de uma ação específica.

4) Aprendizado Multi-etapas: No algoritmo DQN original, den-
tro de um conjunto de transições selecionado uniformemente do
Replay Buffer, escolhe-se apenas uma por vez para o treinamento
da rede. Esta otimização, proposta por Andrew Barto et al. [45]
na primeira versão do seu livro, publicado em 1998, procuram se-
lecionar n transições consecutivas por vez e fazer uma estimativa
da recompensa atual considerando mais de uma recompensa fu-
tura. Desse modo, pode-se representar a recompensa esperada no
tempo t para qualquer ação a escolhida conforme a Equação 3.13:

R
(n)
t ≡

n−1∑
k=0

γ
(k)
t Rt+k+1 (3.13)

Como resultado, pode-se redefinir a função perda descrita na
Equação 3.11, através da variante Multi-etapas, apresentada na
Equação 3.14, onde S′t+n representa o conjunto formado pelos es-
tados selecionados do Replay Buffer e varia de tamanho conforme
o parâmetro n.

L(R, γ, S,A) =
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{
Rt+1 +

[
n−1∑
k=0

γ
(k)
t Qθ(S

′
t+n,argmax

a′
(Qθ(S′t+n,A)))

]
−Qθ(st,at)

}2

(3.14)
Um valor de n escolhido apropriadamente para a aplicação pode
acelerar o aprendizado. Essa definição no geral é empírica e feita
na fase de otimização da estrutura da Rede.

5) Aprendizado por Reforço Distributivo: O algoritmo ori-
ginal trabalha com o conceito de recompensa esperada para
otimizar a Rede Neural e a função perda basicamente define a
distância entre o valor esperado e o valor-alvo, conforme apresen-
tado na Equação 3.10. Nesta otimização, proposta em 2017 por
Bellemare et al. [51], trabalha-se com a distribuição estatística
da recompensa e não só de um valor esperado. Assim, a função
procura minimizar não a distância entre dois valores, mas o erro
distributivo9. Assim, a camada de saída da Rede Neural não tem
o número de neurônios definido como o número de ações possíveis
j, mas sim, como o tamanho discretizado das distribuições esta-
tísticas da qualidade de cada uma das ações. Aqui é introduzido
o conceito de átomos (z), que representam o tamanho destas
distribuições.
Outra adição que esta otimização traz é o uso da Função de Ati-
vação Softmax, utilizada na saída da Rede Neural. Esta função
tem o objetivo de transformar um vetor de valores X = {x1, x2,
..., xn} em um vetor de probabilidades P = {p1, p2, ..., pn}. Antes
de passar por essa função, alguns valores podem ser negativos, ou
maiores do que um. Ao passar pela função, tem-se um vetor onde
a soma de seus valores é igual a 1 (100%). Ela é representada
matematicamente pela Equação 3.15 e tem o objetivo de trans-
formar a magnitude de cada um dos átomos que representam um
valor de qualidade para uma ação em um item de uma soma cujo
valor se limita 1. A partir destes novos valores dos átomos, tem-se

9Erro distributivo é a distância entre duas distribuições [52]
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a distribuição estatística discreta da qualidade daquela ação.

Softmax(X) = exj

K∑
k=1

exk

(3.15)

6) Redes Ruidosas: Em ambientes onde a recompensa depende
não de uma ação, mas de uma sequência correta de ações para
ocorrer, a exploração do ambiente proveniente da política ε-greedy
não é o suficiente. Sendo assim, uma abordagem que pode ser
utilizada é a adição de Ruído Gaussiano às operações feitas entre
neurônios10.
Esta otimização, proposta em 2018 por Fortunato et al. [53], com-
plementa a Equação 3.3, adicionando-se Ruído Gaussiano como
mostra a Equação 3.16, onde εb e εw representam variáveis alea-
tórias e � representa a operação de produto matricial.

y = (wx+ b) + ((w � εw)x+ b� εb) (3.16)

Esta otimização tem o potencial de aumentar o grau exploratório
(exploration) da rede, já que qualquer mudança no vetor de pesos
W pode induzir uma mudança na política de escolha das ações a
serem tomadas em cada uma das iterações.

3.2.2 Detalhes de implementação - algoritmo Rainbow

Estados, Ações e Recompensas

A definição de estados, ações e recompensas é um passo fundamental
na utilização de técnicas baseadas em Aprendizado por Reforço, inde-
pendente da aplicação. Na implementação original, onde a aplicação
eram jogos eletrônicos de Atari, essa definição era a seguinte:

– Estados: Por se basear em processamento de imagem, aqui os
estados eram definidos por cada um dos frames possíveis do jogo

10Conforme explicado na Seção 3.1.1, a relação entre dois neurônios é mapeada
como uma série de operações lineares como a representada na Equação 3.3.
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sendo avaliado, marcando assim a evolução do agente no ambi-
ente.

– Ações: As ações possíveis para o agente foram definidas como
todas as possíveis ações de um jogador humano, ou seja, eram
limitas pelo próprio controle do jogo.

– Recompensas: Além da conclusão da fase/jogo no qual o agente
estava, jogos onde não havia uma conclusão clara, mas sim uma
pontuação cumulativa, a recompensa do agente era calculada a
partir da diferença do campo de pontuação entre dois frames con-
secutivos.

Arquitetura da Rede Neural

A implementação original do algoritmo, por ser ligada a aplicação
com imagens, considerava três Redes Convolucionais ligadas em sequên-
cia e duas Redes Ruidosas, uma para a Função Vantagem A(A) e uma
para a Função Valor V(s).

Pela natureza do problema ser referente a processamento de ima-
gens, a camada de entrada da rede tinha de computador todos os pixels
que compunham um estado. Por este motivo, o número de neurônios
utilizado na rede era exorbitante: a saída da terceira camada convoluci-
onal, por exemplo, tinha 3136 neurônios, enquanto as camadas ocultas
implementadas como Redes Ruidosas tinham 512 neurônios cada.

A função de ativação escolhida foi a função ReLU, por trazer algu-
mas vantagens:

1) Ao adicionarmos mais camadas em uma Rede Neural com funções
de ativação menos esparsas (como a Função Tangente Hiperbó-
lica) e aplicarmos o algoritmo de Backpropagation para que a rede
aprenda, pode surgir o problema de vanishing gradient, onde o va-
lor desse gradiente se aproxima de zero. A função ReLU mitiga
este problema sendo menos densa, isto é, não limita os valores
possíveis entre um intervalo pequeno (como é o caso da Função
Tangente Hiperbólica, por exemplo).

2) A função ReLU é mais eficiente computacionalmente falando, já
que a operação realizada em si é bem simples.
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3) Na prática, Redes Neurais com função de ativação ReLU mostra-
ram uma performance de convergência melhor que outras funções,
como a Sigmoide, por exemplo [56].

A camada de saída da Rede Neural que computa a função V(s) tem
um número de neurônios igual ao número de átomos que representarão
a distribuição da qualidade de um estado. O algoritmo usa 51 átomos.
Já na camada de saída da Rede Neural que computa a função A(A),
este número é igual ao número de átomos multiplicado pelo número de
ações possíveis naquele ambiente. Como em cada jogo utilizado como
ambiente para validação do algoritmo há um número diferente de ações,
o número de neurônios desta camada varia.

Ao juntar-se novamente as funções A(A) e V(s) para o cálculo da
qualidade de cada ação na última camada geral, passa-se esta última
por uma Função Softmax, para a criação da distribuição estatística dis-
creta das qualidades, conforme descrito na otimização de Aprendizado
por Reforço Distributivo, na Seção 3.2.1.

Assim, a organização de cada camada da Rede Neural pode ser
representada pela Figura 3.4, onde Convn representa cada uma das
camadas de Redes Convolucionais, NoisyVn representa uma camada de
Rede Ruidosa para o cálculo da função V(s) e NoisyAn representa uma
camada de Rede Ruidosa para o cálculo da função A(A):

Figura 3.4: Arquitetura da rede implementada para o algoritmo Rainbow
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Fonte: Autor

3.2.3 Técnica utilizada para o treinamento

Pelas características do problema de verificação, que é o objetivo
deste trabalho, não obteve-se um bom resultado ao utilizar-se técnicas
tradicionais de treinamento (como será melhor explicado no próximo
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capítulo), por isso, foi necessário adaptar o processo de treinamento. A
alternativa encontrada foi uma adaptação do trabalho de Tim Salimans
et al. [15], tornando necessária sua revisão nesta seção.

Geralmente, o treinamento é quebrado em episódios (ou épocas),
mas cada episódio tem o objetivo de treinar o agente no ambiente
completo. Neste artigo, os autores apresentam o conceito de divi-
dir o próprio ambiente em episódios, isto é, fazer com que o agente
aprenda qual a melhor sequência de ações necessárias em cada época
do treinamento, que representam apenas parte do ambiente.

Como exemplo, eles apresentam como quebraram um ambiente no
qual se faziam necessárias diversas ações em uma certa ordem para que
o agente obtivesse uma recompensa, em etapas do ambiente na ordem
reversa, ou seja, o agente começaria o treinamento da última etapa (a
qual daria a recompensa) e ele só teria de aprender qual ação correta
a ser tomada naquele estado. Ao aprender o que fazer aí, o ambiente
adicionava uma etapa anterior. Nesta nova época do treinamento, o
agente teria que aprender duas ações para chegar à recompensa, sendo
que já tinha o conhecimento da última. Este processo se repete até que
o agente chegue no primeiro estado possível do ambiente, que seria o
mais difícil caso tivéssemos começado por ele. Como o agente já apren-
deu de outras experiências, ele torna-se menos difícil.

A Figura 3.5 ilustra o conceito criado, aplicado ao ambiente do jogo
de Atari Montezuma’s Revenge:
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Figura 3.5: Exemplo do conceito de treinamento em épocas reversas aplicado
ao ambiente do jogo de Atari Montezuma’s Revenge

Fonte: Tim Salimans et al. 2018

Como podemos ver, o treinamento inicia do último estado possível
desta fase em específico e vai voltando até o início da fase.

No próximo capítulo, serão abordados os detalhes de implementação
do trabalho desenvolvido, tendo em mente os conceitos apresentados até
agora e entrando mais a fundo na aplicação proposta: verificação de
memória compartilhada coerente em chips multicore.





CAPÍTULO 4

Proposta de gerador baseado em DQN

Este capítulo propõe a aplicação de conceitos de Aprendizado por
Reforço (já apresentados na Seção 3.2) ao contexto de geração dirigida
de testes para a verificação funcional de memória compartilhada coe-
rente, durante a etapa de projeto de chips multicore. Para definir a
recompensa, o conjunto de estados e o conjunto de ações a serem usa-
dos no aprendizado, a proposta explora conceitos publicados em recente
trabalho sobre geração dirigida [8].

A Seção 4.1 revisa os principais conceitos daquele trabalho. A Se-
ção 4.2 descreve o framework de verificação onde será inserido o módulo
diretor. A Seção 4.3 descreve o gerador proposto. A Seção 4.3.1 define
recompensa, estados e ações apropriadas ao contexto de geração diri-
gida e também as alterações propostas na arquitetura original da Rede
Neural. A Seção 4.3.2 mostra as adaptações propostas para a etapa de
treinamento do agente.

37
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4.1 Conceitos de geração dirigida explorados na pro-
posta

Um protocolo de coerência pode ser representado por uma máquina
de estados finitos (FSM - Finite State Machine). Por exemplo, a Figura
4.1 ilustra a máquina de estados do protocolo MESI [57]. Os estados
denominados M (modified), E (exclusive), S (shared) e I (invalid) são
atributos de cada bloco em cache e indicam as permissões de um pro-
cessador para acesso àquele bloco. O estado I indica que o processador
não tem permissão de acesso ao bloco em cache, os estados E e S in-
dicam que a permissão é de apenas leitura e o estado M indica que a
permissão é de escrita e leitura. Transições entre estados são induzidas
por requisições de permissão de leitura e escrita. Por exemplo, se um
bloco está no estado S e o processador faz uma requisição de escrita,
ela não é diretamente concedida pelo controlador daquela cache, mas
este envia uma requisição de permissão para o mecanismo de coerência.
Somente depois de ele receber essa permissão, o controlador de cache
efetua uma transição para o estado M, provendo assim ao processador
o acesso ao bloco em cache.

Figura 4.1: Máquina de estados finitos do comportamento do protocolo MESI

M

E

I

S

Leituras Locais

Leituras Remotas

Escrita Local

Escrita Remota

Fonte: Autor

A técnica de geração denominada de SCA (steep coverage-ascent)
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[8] classifica as transições entre estados e propõe um modelo analítico
de cobertura para dirigir a geração de testes, como explicado a seguir.

4.1.1 Classificação de transições entre estados

A técnica SCA distingue três classes de transições:

• Classe 1: Transições induzidas por eventos locais ativados pelo
processador ou por outro controlador de cache privado localizado
no domínio do mesmo processador no nível hierárquico imedi-
atamente superior. Estas transições são resultados de colisões
intra-processor, i.e. de um mesmo núcleo.

• Classe 2: Transições induzidas por eventos locais ativados por
solicitações de processadores remotos. Estas transições são resul-
tados de colisões inter-processor, i.e. de dois diferentes núcleos.

• Classe 3: Transições induzidas por eventos de substituição de um
bloco na cache (replacement), ativadas pelo próprio controlador
da cache.

Aquele trabalho [8] mostra que, ao induzir uma alternância entre
essas classes, obtém-se maior cobertura em menor tempo. A alternân-
cia entre transições das Classes 1 e 2 resulta da exploração de restrições
não convencionais, que são aplicadas a um gerador aleatório de testes,
através de uma técnica denominada de chaining [27]. Por outro lado, a
alternância entre uma transição da Classe 3 e uma transição das Clas-
ses 1 ou 2 pode ser induzida através de três parâmetros que restringem
a geração aleatória de testes:

– n: Número de operações de memória (leituras e escritas)

– s: Número de variáveis compartilhadas

– k: Número de conjuntos distintos da cache (i.e. posições de me-
mória com o mesmo index) para os quais aquelas variáveis podem
ser mapeadas
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Para habilitar ou não transições da Classe 3, é feita uma limita-
ção no espaço de valores dos parâmetros s e k. Para cada valor de
s, restringe-se quais são os valores possíveis de k mantidos no espaço
possível de geração: apenas aqueles para os quais s é um múltiplo de k.
Assim sendo, podemos definir S como o conjunto de valores que s pode
assumir, conforme na Equação 4.11 e K como o conjunto de valores que
k pode assumir dado um determinado s, conforme a Equação 4.2. A
Equação 4.32 define N como o conjunto de valores que n pode assumir.

S = {smin ≤ s ≤ smax ∧ s = 2i ∀ i ∈ N} (4.1)

K(s) = {k ∈ [1, s] ∧ s mod k = 0} (4.2)

N = {nmin ≤ n ≤ nmax ∧ n = 2i ∀ i ∈ N} (4.3)

4.1.2 Modelo de cobertura

A associatividade da memória cache define como cada bloco da me-
mória principal é mapeado para cada bloco da memória cache. Pode
ser classificado como mapeamento direto (α = 1), onde cada bloco
da memória principal é mapeado para apenas um bloco da memória ca-
che, totalmente associativo (α = M , onde M representa o número
de blocos na cache) onde cada bloco da memória principal é mapeado
para qualquer bloco da memória cache ou associativo n-way (α = n)
onde há um número n de conjuntos com um número de blocos na cache,
e cada bloco da memória principal é mapeado um conjunto na memó-
ria cache e pode ser alocado em qualquer bloco dado aquele conjunto
associativo.

Com estes conceitos, a técnica SCA define analiticamente um mo-
delo de cobertura de transições em função dos valores dos parâmetros

1smin e smax são definidos pelo usuário.
2nmin e nmax são definidos pelo usuário.
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n, s e k. A cobertura de transições das Classes 1 e 2 é proporcional ao
número de operações e inversamente proporcional ao número de variá-
veis compartilhadas como mostra a Equação 4.4.

TC1/2 ∝
n
s

(4.4)

A cobertura de transições da Classe 3 é capturada em duas equa-
ções, dependendo do padrão de acesso à memória. No melhor caso, a
cobertura é diretamente proporcional ao número de operações; no pior
caso, a cobertura é diretamente proporcional ao número de variáveis
compartilhadas; em ambos os casos a cobertura é inversamente pro-
porcional ao número de conjuntos, conforme mostram as Equações 4.5
e 4.6, respectivamente.

TC31 ∝
n
k

(4.5)

TC32 ∝
s
k

(4.6)

Se denominarmos α como a associatividade da cache, para indu-
zir a substituição de um bloco na memória cache, são necessárias pelo
menos α + 1 referências a variáveis compartilhadas distintas que são
mapeadas a um mesmo conjunto associativo. Sendo assim, uma condi-
ção necessária para habilitar a substituição de blocos na cache é que:

s
k
≥ α+ 1 (4.7)

Da mesma forma, uma condição necessária para desabilitar a subs-
tituição de blocos na cache é que:

s
k
< α+ 1⇔ s

k
≤ α (4.8)

Sendo assim, pode-se habilitar ou desabilitar a ocorrência de repla-
cement a partir da escolha apropriada dos parâmetros s e k dados os
conjuntos S e K.
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4.2 O framework de verificação hospedeiro

A Figura 4.2 apresenta um diagrama de blocos que ilustra o fra-
mework de verificação proposto em [8]. O framework consiste de um
gerador dirigido de testes denominado de DTG (Directed Test Gene-
rator), que sintetiza programas paralelos a serem executados em um
simulador de uma representação do projeto do chip multicore sob veri-
ficação.

Durante a execução, um runtime checker monitora eventos de me-
mória e verifica sua adequação ao comportamento esperado para o sub-
sistema de memória compartilhada coerente. Além disso, um analisador
de cobertura monitora as transições entre estados e envia uma estima-
tiva de cobertura para o DTG. O DTG, por sua vez, consiste de um
módulo diretor e um módulo de geração pseudo-aleatória de testes de-
nominado RTG (Random Test Generator), sendo que o primeiro define
os parâmetros usados pelo segundo para restringir a geração aleatória
de testes.

Figura 4.2: Framework de verificação de memória compartilhada em chips
multicore hospedeiro

Módulo
Diretor Módulo RTG

Simulador
de Sistema
Completo

Analisador
de Cobertura

Runtime
Checker

Parâmetros
n, s e k

Novo teste

Monitores
(Testemunhas
de cobertura)

Monitores
(Eventos de
memória)

Estimativa
de Cobertura

Diagnóstico
DTG

Fonte: Autor

• Módulo Diretor: Este módulo tem o papel de restringir a ge-
ração de um novo teste a ser executado no simulador de sistema.
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Ele não gera o teste em si, na realidade, ele apenas passa os três
parâmetros (n, s e k) que tem o papel de restringir a aleatorie-
dade da geração de um novo teste para o Módulo RTG.

• Módulo RTG: Este módulo é o responsável por, a partir dos
parâmetros recebidos, gerar programas de teste a serem simula-
dos. No caso deste trabalho, o gerador em questão é o descrito
em [27], baseado nas técnicas de Chaining and Biasing.

• Simulador de Sistema Completo: Este módulo representa o
simulador comportamental Gem5 [19]. Enquanto os programas
estão sendo simulados, monitores observam eventos de memória
em cada um dos cores.

• Analisador de Cobertura: Eventos que servem como testemu-
nhas de cobertura, são computados por este módulo, que retorna
este dado ao Módulo Diretor, que levará isto em conta para gerar
os novos parâmetros dos próximos testes.

• Runtime Checker Este módulo é o responsável por checar se
os eventos de memória ativados pelos testes sendo simulados res-
peitam o Modelo de Consistência de Memória (MCM) da arqui-
tetura alvo. Este é usado para indicar se um erro no modelo foi
encontrado. Como ele é usado para medição de esforço para a
detecção de erros artificias e este não é o objetivo deste trabalho,
este módulo não está no projeto final.

O gerador aqui proposto será implementado dentro desse framework
de verificação, através da substituição do Módulo Diretor por um novo
módulo baseado nas otimizações propostas ao algoritmo DQN na im-
plementação Rainbow [13].

4.3 Novo módulo diretor proposto

As principais contribuições deste trabalho, a serem descritas nas pró-
ximas seções, são: 1) a definição de recompensa, estados e ações apro-
priada ao contexto de verificação funcional de memória compartilhada
coerente; 2) a adaptação da rede neural; e 3) a adaptação do meca-
nismo de treinamento. Para avaliar experimentalmente a adequação
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dessas contribuições, reusou-se ao máximo a implementação do algo-
ritmo Rainbow reportada em [13], fazendo-se apenas as alterações de-
correntes desta proposta.

Esta parte do trabalho foi completamente desenvolvida na lingua-
gem de programação Python e fez uso extensivo das bibliotecas e fun-
ções da plataforma open source PyTorch [58], que reúne diversas fer-
ramentas para o desenvolvimento de aplicações utilizando técnicas de
Deep Learning.

Nesta seção, primeiro serão apresentados os principais detalhes cons-
trutivos da Rede Neural e como ela se insere no contexto já apresen-
tado na Figura 4.2. Em seguida, será descrito como conhecimentos dos
trabalhos anteriormente realizados no ECL, como [8] e [27], foram uti-
lizados para melhorar o desempenho desta implementação.

4.3.1 Detalhes de implementação - novo módulo diretor

Estados, ações e recompensa

O primeiro ponto a ser tratado antes mesmo de iniciar-se a imple-
mentação foi a definição de estados, ações e recompensas para o novo
módulo diretor, conceitos fundamentais em uma aplicação baseada em
Aprendizado por Reforço.

Em verificação funcional baseada em cobertura, o principal ponto
que marca a evolução do agente no ambiente é a cobertura em si.
Além disso, em uma aplicação de memória compartilhada, como [8],
sabe-se que quanto maior o número de operações de memória por teste,
maior é a probabilidade de que sejam cobertas transições não cobertas
antes. Sendo assim, caso o agente tenha a informação do valor de n,
ele pode direcionar qual a próxima ação a ser tomada de forma mais
assertiva. Por exemplo: caso o último teste tenha sido executado com o
valor de nmax, não há sentido no agente escolher uma ação que aumente
o valor de n atual3.

Há diversas formas de passar esta informação ao agente. A esco-
lhida nesta implementação foi a normalização do valor de n pelo valor
de nmax, assim o agente tem tanto a informação no n atual como tam-
bém da sua distância até o nmax sem a necessidade da definição a priori

3O valor de nmax é definido pelo usuário.
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de quais são esses valores, fazendo com que o aprendizado do agente
seja válido para diferentes variações do ambiente. Com estas conside-
rações, podemos definir o espaço de estados como apresentado nas
Equações 4.9 e 4.10, onde cvn representa a cobertura (coverage) de
cada teste n:

S = {s1, s2, s3, ..., sn} (4.9)

Onde um estado qualquer sj é definido como a dupla

sj =
(

j∑
i=0

cvi,
nj

nmax

)
(4.10)

Inspirado em [8], as ações também visam reforçar a possibilidade
de alternância entre as três classes apresentadas na Seção 4.1, assim,
temos três ações possíveis no nosso espaço de ações, sendo que cada
uma delas afeta o gerador de forma diferente, através da alteração dos
parâmetros de geração n, s e k.

A = {a1, a2, a3} (4.11)

A primeira, a1 visa aumentar o valor de n atual. Como, por padrão,
trabalha-se com potências de 2 para definição do valor dos parâmetros
n, s e k, a primeira ação dobra o valor de n, como mostra a Equação
4.12.

a1(n) = 2 ∗ n (4.12)

Já as ações a2 e a3 referenciam-se a, respectivamente, executar
o próximo teste com replacement ativado ou desativado. Isso é feito
através da manipulação dos parâmetros de geração s e k, levando-se
em consideração as Equações 4.7 e 4.8. Para a2 o valor de s escolhido
é valor máximo disponível. O valor de k é o valor mínimo dado aquele
s. O oposto ocorre para a ação a3, ou seja, é escolhido o valor mínimo
possível de s e o valor máximo de k dado aquele s.

Além disso, para evitar repetições do mesmo valor de s e k, três
restrições são adicionadas as ações a2 e a3. A primeira (i) diz respeito
a ação a2. Toda vez que ela é executada, o valor de k escolhido para
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aquele teste é retirado do conjunto K(s). Quando ela for executada
novamente, se o conjunto K(s) é vazio, o valor de s é retirado do conjunto
S antes da escolha do valor dos parâmetros.

As restrições (ii) e (iii) dizem respeito a ação a3. A (ii) diz que,
após a escolha de um valor k, este é retirado do conjunto K(s). Quando
a ação a3 for executada novamente, se o conjunto K(s) é vazio, o valor
de s é retirado do conjunto S antes da escolha do valor dos parâmetros.

A restrição (iii) diz que se o valor de k escolhido para um dado sn for
igual a 1, um novo valor de s será escolhido: sn+1 e, a partir deste, um
novo valor de k. Isso é feito porque k = 1 representa o k mínimo dado
aquele s, o que tornaria a alteração nos valores dos parâmetros s e k
mais próximos de uma execução dos testes com replacement ativado do
que desativado, objetivo desta ação.

A restrição (ii) também é aplicada novamente nestes novos valores,
ou seja, toda vez que restrição (iii) entrar em ação e o conjunto K(s)
for vazio, um novo valor de s é escolhido.

Formalmente, podemos definir a ação a2 pelo Algoritmo 1 e a ação
a3 pelo Algoritmo 2, onde a função pop(x,X), representa a retirada do
item x do conjunto X e a função index(min(X)) retorna o índice do
menor item x do conjunto X.
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Algoritmos que representam as ações a1 e a2

Algoritmo 1 Ação a2(S,K)
1: s = max(S)
2: if K(s) = ∅ then
3: pop(s,S)
4: s = max(S)
5: k = min(K(s))
6: pop(k,K(s))
7: return s, k

Algoritmo 2 Ação a3(S,K)
1: s = min(S)
2: if K(s) = ∅ then
3: pop(s,S)
4: s = min(S)
5: k = max(K(s))
6: j = 1
7: while k = 1 do
8: i = index(min(S))
9: s = S[i+ j]
10: if K(s) = ∅ then
11: pop(s,S)
12: s = min(S)
13: k = max(K(s))
14: j = j + 1
15: pop(k,K(s))
16: return s, k

Depois que todas possibilidades de valores s e k forem percorridas,
os conjuntos S e K(s) são reinicializados com os valores originais.

A recompensa do agente é a variação da cobertura total acumu-
lada (representada por CV), assim, o agente aprende a priorizar as
ações que lhe trarão uma maior variação na cobertura, otimizando a
escolha das ações dado um estado para aumentar ao máximo a sua co-
bertura atual. Ela é definida conforme a equação 4.13

R = ∆CV (4.13)

Modificações da rede neural

Como a natureza da aplicação desta monografia já trabalha direta-
mente com números, não há a necessidade das Redes Convolucionais
utilizadas originalmente para quebrar a matriz que representava o frame
de entrada em um vetor de valores de dimensão reduzida. Sendo assim,
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a arquitetura aqui apresentada contém apenas as duas Redes Ruidosas.
A entrada da Rede Neural deve referenciar um estado. Sendo assim,

só necessitam-se dois neurônios nessa camada, conforme apresentado na
definição de estados na seção anterior.

Ainda pela natureza da aplicação, as camadas ocultas tem 10 neurô-
nios cada uma, devido ao menor espaço de ações possíveis em relação
a [13]. O número de átomos foi reduzido para 11.

Antes de fazer a soma entre os vetores da Função Vantagem (A(A))
e da Função Valor (V(s)), o vetor da Função Vantagem (A(A)) com 33
itens é separado em três vetores de 11 itens, cada um representando a
distribuição da vantagem de uma ação. Então, soma-se o vetor resul-
tado da Função Valor (V(s)) com cada um destes vetores da Função
Vantagem (A(A)). Esses três novos vetores são passados pela Função
Softmax, para finalmente termos na saída da rede a distribuição esta-
tística discreta da qualidade de cada uma das ações.

Matematicamente, estas operações podem ser representadas pelas
Equações 4.14, 4.15 e 4.16

A(A) = {zA1 , zA2 , ..., zA33} ⇒


A(a1) = {zA1 , zA2 , ..., zA11}
A(a2) = {zA12, z

A
13, ..., z

A
22}

A(a3) = {zA23, z
A
24, ..., z

A
33}

(4.14)

V(s) = {zV1 , zV2 , ..., zV11} (4.15)

Q(s,A) = {q1(s, a1), q2(s, a2), q3(s, a3)}

Onde
q1(s, a1) = Softmax(V(s) +A(a1))
q2(s, a2) = Softmax(V(s) +A(a2))
q3(s, a3) = Softmax(V(s) +A(a3))

(4.16)

Depois destas considerações, podemos representar a arquitetura fi-
nal da Rede Neural implementada através da Figura 4.3, onde a camada
denominada Soma Vetorial representa as operações acima descritas.
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Figura 4.3: Arquitetura final da Rede Neural implementada

sj [1]

sj [2]

NoisyV
Entrada

h
V(1)
1

h
V(1)
2

h
V(1)
10

NoisyV
Oculta

Função
ReLU

h
V(2)
1

h
V(2)
2

h
V(2)
11

NoisyV
Oculta
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Essa rede, depois de treinada, representa o novo módulo diretor
proposto que passa os valores dos parâmetros de geração n, s e k para
o gerador de testes pseudo-aleatórios, que cria testes a serem executado
no simulador comportamental.

Externo ao módulo diretor, há um Analisador de Cobertura, respon-
sável por, através da observação dos testes realizados, manter registro
da métrica de cobertura adotada. Alterando-se a métrica, o mesmo
módulo diretor pode ser reutilizado, desde que sejam feitas as devidas
alterações no Analisador de Cobertura. Neste trabalho, a métrica de
cobertura adotada é a de cobertura estrutural baseada em tran-
sições, ou seja, faz referência direta ao exercício de transições entre
estados de uma FSM, neste caso, das FSMs que definem o comporta-
mento de controlador de cada nível cache privado de cada núcleo em um
processador multicore, e também das FSMs do controladores do nível
de caches compartilhadas entre todos os núcleos do processador. Estas
são semelhantes a FSM apresentada na Figura 4.1. Diferente de uma
métrica de cobertura funcional, por exemplo, que faz referência direta a
uma funcionalidade do projeto, ao invés de sua estrutura. Além disso,
por se tratar de uma métrica de cobertura da estrutura do protocolo
de coerência, ela é independente da arquitetura utilizada.

O registro da cobertura volta à Rede Neural como parte de um novo
estado, para que então, uma nova decisão de ação seja tomada. Com o
loop fechado, o novo framework de verificação proposto é apresentado
na Figura 4.4.
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Figura 4.4: Framework completo de verificação de memória compartilhada
em multicores proposto

Fonte: Autor

Na seção a seguir, será apresentado como foi utilizado o conheci-
mento dos trabalhos anteriores realizados no laboratório e reportados
em [8] e [27] para tornar o treinamento mais eficaz para a Rede Neural
implementada.

4.3.2 Modificações no mecanismo de treinamento

Uso dos geradores reportados na literatura

A técnica utilizada para o treinamento foi adaptada a partir do que
foi relatado em [15], apresentada na Seção 3.2.3. O conceito adotado
neste trabalho é inspirado no trabalho de Tim Salimans, mas foi adap-
tado para o nosso contexto.

Para separar-se transições quanto a um proxy de dificuldade, usou-
se os dados experimentais de execução do gerador baseado nas técnicas
de Chaining and Biasing [27]. O resultado desta execução foi analisado
quanto ao número de vezes que cada uma das transições foi percorrida,
e criou-se um novo parâmetro: o número de grupos de treina-
mento. Cada grupo contém o mesmo número de transições, mas com
dificuldade crescente, ou seja, transições que foram cobertas menos
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vezes. Este valor foi otimizado posteriormente nos testes do sistema
completo.

Foi observado que ao começar-se o processo de treinamento pelas
transições menos cobertas na execução do gerador proposto em [27], que
representam a parte "final"do ambiente (como proposto em [15]), no ge-
ral o agente ficava preso nelas durante todo o treinamento. Por esta
razão, invertemos a lógica proposta no artigo original: o ambiente con-
tinua sendo considerado dividido em épocas, mas o treinamento começa
pelo "início"do ambiente, pelo grupo de transições que foram cobertas
mais vezes pelo gerador. Depois, com o conhecimento destas, avança-se
para um novo grupo de transições mais difíceis, i.e. que foram cobertas
menos vezes. Dessa forma, o agente pode focar em aprender um grupo
de transições por vez, com o conhecimento obtido a partir dos grupos
anteriores.

Além disso, também foram criados dois novos parâmetros para o
treinamento:

• Objective Attained Threshold (ψ): Dado o conjunto de tran-
sições em um mesmo grupo, o agente deve cobrir cada uma delas
ψ vezes para que elas sejam consideradas aprendidas.

• Zero Improvement Threshold (φ): Em um mesmo grupo, se o
agente fica por mais de φ vezes sem receber nenhuma recompensa
a execução daquele grupo é reiniciada.

Independente do número de grupos, em cada época do treinamento
o conjunto de transições a serem cobertas é diferente. Estas transições
são atualizadas quando o agente avança para a próxima época, i.e. para
o próximo grupo, depois de cobrir cada transição do grupo anterior ψ
vezes.

Estrutura e parâmetros do treinamento

Para comprovar que o trabalho proposto podia ser generalizado para
diferentes designs, o treinamento foi realizado considerando uma arqui-
tetura de 8 cores e os testes foram realizado numa arquitetura de 32
cores. O tempo de treinamento foi de 10 horas consecutivas do agente
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no ambiente separado em grupos.
Antes de passar para a apresentação da configuração dos experi-

mentos e os resultados obtidos, vale aqui uma breve explicação dos
principais parâmetros de treinamento, seja os adicionados especifica-
mente para este trabalho, seja os já presentes no algoritmo Rainbow
alterados no desenvolvimento deste projeto. Salvo dito o contrário, a
escolha do valor do parâmetro foi feita em testes posteriores com o sis-
tema completo a fim de otimizar os resultados obtidos.

Na lista a seguir, os últimos três itens fazem referência a parâme-
tros criados durante o desenvolvimento desta monografia, enquanto os
outros são parâmetros já presentes na implementação original proposta
em [13].

• Multi-etapas (n): No algoritmo Rainbow, o parâmetro n era
definido como 3. O valor utilizado neste trabalho é 2.

• Fator de Desconto (γ): No algoritmo Rainbow γ era definido
como 0.99. O valor utilizado neste trabalho é 0.9.

• Experience Replay Memory Capacity: É a capacidade, i.e.
o tamanho, do Replay Buffer. No algoritmo Rainbow este era
definido como 1∗106. O valor utilizado neste trabalho é 1200. Este
valor foi escolhido a partir de um cálculo aproximado de quanto
tempo o Rainbow levava para executar cada iteração da rede.
Como cada interação do modelo proposto aqui leva mais tempo
(por ter de passar pelo gerador e pelo simulador), o tamanho da
memória foi menor.

• Target Update (τ): Número de testes realizados antes de atu-
alizar a Target Network. No algoritmo Rainbow, τ era definido
como 32∗103. O valor utilizado neste trabalho é 32. O mesmo
cálculo aproximado de tempo feito para o parâmetro acima foi
feito aqui também.

• Learning Rate (η): Este parâmetro define o quanto os pesos
são atualizados durante o treinamento, fazendo um balanço entre
a influência de resultados recentes e resultados históricos. Este
valor varia entre 0 e 1, sendo que 1 significa que o peso será alte-
rado 100% do valor indicado pelo algoritmo de Backpropagation.
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No algoritmo Rainbow, η era definido como 6.25∗10−5. O valor
utilizado neste trabalho é 0.001.

• Batch Size: Este parâmetro define quantos testes serão reali-
zados antes de aplicar-se o algoritmo de Backpropagation para a
atualização dos pesos da rede. No algoritmo Rainbow este era
definido como 32. O valor utilizado neste trabalho é 4.

• Learn Start: Este parâmetro define quantos testes serão reali-
zados na rede antes de iniciar-se o treinamento de fato, a fim de
preencher parte do Replay Buffer. No algoritmo Rainbow este era
definido como 8∗104. O valor utilizado neste trabalho é 256.

• Objective Attained Threshold (ψ): O valor final utilizado é
20.

• Zero Improvement Threshold (φ): O valor final utilizado é
100.

• Número de Grupos de Treinamento: O valor final utilizado
é 15.

No próximo capítulo, será apresentada a estrutura experimental de
validação do trabalho desenvolvido, assim como os resultados obtidos
em comparação com os resultados de [7] e [8].



CAPÍTULO 5

Validação experimental

Este capítulo apresenta a estrutura de teste utilizada, assim como
os resultados das validações experimentais. Depois da apresentação dos
resultados, uma breve análise é feita, assim como um balanço dos pon-
tos positivos e negativos do trabalho desenvolvido quando comparado
a outros geradores de testes pseudo-aleatórios para verificação funcio-
nal de memória compartilhada coerente que, atualmente, representam
o estado da arte.

5.1 Estrutura experimental

O simulador comportamental utilizado para realizar os experimen-
tos foi o Gem5 [19]. A arquitetura considerada foi a SPARC [59] e a
organização da memória cache adotada está representada na Tabela 5.1.
O tamanho dos blocos nos três níveis de memória cache é o mesmo: 64
bytes e o protocolo de coerência utilizado é o protocolo diretório MESI,
descrito na Figura 4.1, de três níveis (três níveis de memória cache).
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Tabela 5.1: Organização da memória cache considerada nos experimentos

Nível Privacidade Tamanho Associatividade

L1 Privada 4 KB Mapeamento direto1

L2 Privada 64 KB 2-way2

L3 Compartilhada 2 MB 8-way3

Fonte: Autor

Os geradores utilizados como comparação foram o McVersi Test Ge-
nerator [7], que será representado pela sigla MTG e o Steep Coverage-
Ascent Test Generator [8], que será representado pela sigla SCATG. Já
o trabalho desenvolvido nesta monografia será representado pela sigla
DQNTG (Deep Q-Learning Networks Test Generator).

Em relação ao MTG, todos os parâmetros genéticos foram manti-
dos exatamente como propostos em [7] e, como a escolha do número de
operações de memória por teste neste gerador é estático, ele foi definido
como o valor máximo que os seus pares foram limitados para alcançar
dinamicamente: 4 KiB (4096) operações.

Tanto o SCATG quanto o DQNTG tem os mesmos limites inferiores
e superiores para os valores dos parâmetros n, s e k, conforme repre-
sentado na Tabela 5.2, lembrando que o valor máximo de k depende
do valor de s sendo utilizado, portanto o limite máximo do parâmetro
k apresentado na Tabela 5.2 é o valor máximo absoluto, isto é, o valor
máximo quando o parâmetro s é máximo.

1Significa que cada bloco da memória principal é mapeado para um único bloco
na memória cache.

2Significa que cada bloco da memória principal é mapeado para um conjunto
associativo da memória cache composto por dois blocos e pode ser salvo em qualquer
um destes blocos.

3Significa que cada bloco da memória principal é mapeado para um conjunto
associativo da memória cache composto por oito blocos e pode ser salvo em qualquer
um destes blocos.
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Tabela 5.2: Limites inferior e superior (absoluto) dos parâmetros de geração
n, s e k

Parâmetro Valor mínimo Valor máximo

n 1024 4096
s 4 128
k 1 128

Fonte: Autor

Para ambos os geradores MTG e SCATG foram executados 10
sequências de testes com a duração máxima de 1 hora. Com o resultado
obtido de cada uma das 10 execuções de cada sequência, foi extraída a
mediana, assim descartam-se quaisquer desvios pontuais (tanto execu-
ções extraordinariamente boas como extraordinariamente ruins).

Já para o DQNTG, foi feito um treino prévio de 10 horas de du-
ração, seguido por 10 execuções de sequências de testes limitadas a 1
hora. Com o resultado dessas 10 execuções, foi extraída a mediana,
como nos outros dois geradores.

Para cada gerador, cada teste gerado é executado cinco vezes e a
cobertura acumulada destas cinco iterações é retornada como resultado
daquele teste.

Todos os experimentos de todos os geradores foram executados num
computador munido com processador Intel Core i5-8250U (1.6 GHz, 4
GB RAM e 4 cores).

Como apresentado na Seção 4.3.2, o DQNTG foi treinado consi-
derado uma arquitetura de 8 cores, já as sequências de testes para
comparação com o MTG e o SCATG foram feitas considerando uma
arquitetura de 32 cores. As execuções do MTG e do SCATG foram
feitas apenas para arquiteturas de 32 cores.

5.2 Resultados experimentais

Diversos experimentos foram executados a fim de otimizar os pa-
râmetros da rede e de treinamento. Na Figura 5.1, está apresentado o
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resultado principal obtido com o trabalho, i.e. o resultado alcançado
após os ajustes finos feitos a partir das execuções anteriores. O valor
final dos parâmetros utilizados está descrito na Seção 4.3.2.

Figura 5.1: Evolução da cobertura no tempo DQNTG vs MTG e SCATG

Fonte: Autor

Após uma hora de sequências de testes, considerando a mediana de
10 execuções para cada um dos geradores, o resultado final da cober-
tura acumulada foi o seguinte:

Tabela 5.3: Resultados finais - 1 hora de testes

Gerador Cobertura final

MTG 68.07%
SCATG 69.12%
DQNTG 69.47%

Fonte: Autor

Pode-se observar que, até um certo limite de cobertura (59.29%), o
MTG necessita de menos tempo do que os outros dois geradores para
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atingir este valor. Isso pode ser explicado pela exploração deste gerador
de um tamanho variável de threads4 para cada núcleo do processador
sendo simulado, enquanto que na implementação atual do Módulo RTG
utilizado nos geradores SCATG e DQNTG, todas threads tem a mesma
quantidade de instruções.

Depois de um certo limite, contudo, esta fator já não é uma van-
tagem: o SCATG leva menos tempo do que os geradores DQNTG e
MTG para atingir um valor maior de cobertura: ele atinge a marca de
64.56% 2.48 vezes mais rápido que o DQNTG e 2.88 vezes mais rápido
que o MTG. Isso se deve ao fato do SCATG ser construído para forçar
eventos de conflito que favorecem uma maior cobertura, enquanto os
outros dois geradores, MTG e DQNTG, tem de aprender qual a melhor
forma de fazer isso. Enquanto no primeiro isso se dá na forma de de-
finir qual operações de memória levarão a uma condição de corrida, o
segundo isso se dá na forma de aprender quais as ações para um dado
momento de cobertura levarão a um recompensa ao agente, i.e. a uma
variação na cobertura atual.

Como pode-se ver, o resultado final dos geradores DQNTG e SCATG
foi semelhante, sendo que o primeiro se saiu ligeiramente melhor. Na
mediana, neste período de 1 hora, o SCATG executou 81 testes e o
DQNTG executou 67. Essa diferença se justifica pois mesmo testes
com o mesmo número de operações (n) podem levar um tempo dife-
rente para serem concluídos, já que os outros parâmetros (s e k) podem
influenciar nesta duração também.

Um ponto positivo que vale ressaltar em relação ao MTG quando
comparados aos outros dois geradores é a sua constância: a evolução da
cobertura acumulada é constante, como mostra a Figura 5.1, diferente
do comportamento dos geradores SCATG e DQNTG.

Apesar do resultado final melhor, é visível que o novo gerador é me-
nos eficiente no início da execução da sequência de testes. Isso é reflexo
do método utilizado para treinamento da Rede Neural. Ao dividir-se
as épocas do treinamento em grupos de transições por uma proxy de
dificuldade, os primeiros grupos contém transições que foram cober-
tas mais vezes. Por essa frequência, são transições que, no geral, não
necessitam uma ordem correta de ações em um certo momento para

4Uma thread é uma sequência de instruções que compartilham um mesmo espaço
de endereços.
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que sejam cobertas. Sendo assim, a rede não aprende necessariamente
a forma mais eficaz de iniciar o processo de verificação, considerando
que, inicialmente, a tomada de decisões é basicamente aleatória.

O que não se aplica ao final do processo. Com transições mais difí-
ceis de serem cobertas e considerando aqui o papel dos dois parâmetros
criados para o treinamento (ψ e φ) a rede se mostra assertiva na decisão
de qual ação tomar, o que se reflete na constante evolução da cober-
tura acumulada no tempo, e, consequentemente, num melhor resultado
final.

Este trade-off foi uma decisão de projeto considerando que, a longo
prazo, é mais benéfico que cubram-se mais transições do protocolo de
coerência - e, por conseguinte, aumente-se o potencial da descoberta
de erros de projeto - do que cubram-se mais eficientemente transições
simples no início do processo de verificação.

Ao analisar-se as ações tomadas pelo agente em uma execução tí-
pica do DQTNG, é possível gerar o gráfico apresentado na Figura 5.2,
onde vemos como as ações foram distribuídas nos (neste caso) 68 testes
gerados na 1 hora de execução do gerador.

Figura 5.2: Distribuição das ações tomadas pelo agente em uma execução
típica do DQNTG

Fonte: Autor

Observando a figura, fica claro que o comportamento do agente se
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assemelha ao algoritmo proposto por trás do funcionamento do módulo
diretor de [8] (SCATG), variando testes que são executados com re-
placement ativado (ação a2) e desativado (ação a3) e, eventualmente,
aumentando o valor de n (ação a1), o que mostra como a Rede Neural
aprendeu a imitar um comportamento que leva a bons resultados sem
ser explicitamente programada para isso.

Isso é visível também quando comparamos a evolução dos dois ge-
radores no gráfico da Figura 5.1. Lembrando que este gráfico está
em escala logarítmica, ambos os geradores passaram a maior parte do
tempo do experimento (entre 1100 e 3600 segundos) com uma evolução
muito similar.

5.3 Considerações finais e melhorias futuras

As principais desvantagens do trabalho desenvolvido estão na de-
pendência dos dados de execução de outro gerador para a categorização
das transições que compõem o ambiente quanto a uma proxy de difi-
culdade, o que dificulta a replicação dos resultado obtidos, e no tempo
de treino de 10h, ausente nos dois outros geradores que servem como
comparação para esta implementação.

Em relação aos dados de execução do gerador baseado na técnica de
chaining and biasing [27] utilizados no treinamento, apesar de haverem
15 grupos com o mesmo número de transições a serem cobertas por
época, o agente nunca passou do grupo número 12. Depois de reiniciar
neste grupo diversas vezes, ao final das 10 horas de treinamento, havia
um início de progresso. A última interação do agente neste período foi
a conclusão do grupo número 12 pela sexta vez.

Contudo, ao completar este grupo, a cobertura total acumulada era
de apenas 66.67%, o que significa que durante a execução dos testes
com a rede já treinada, foram cobertas transições de grupos mais avan-
çados, os quais nunca foram objetivo na fase de treinamento, como por
exemplo a transição L3_S_I+L2_GETX5, pertencente ao grupo 15,

5Esta transição representa um caso de concorrência entre duas ações do contro-
lador da cache em relação a um mesmo bloco. A primeira, a ser priorizada, é a
transição deste bloco em L3 do estado S (Shared) para I (Invalid), já a segunda, é
uma requisição de alteração do estado do bloco em L2 para M (Modified).
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coberta 20 vezes6 por uma das execuções, por exemplo.
Isso mostra que a divisão de grupos baseadas em outro gerador (na

execução do gerador baseado em chaining and biasing [27]) é essencial
para guiar o processo de aprendizagem, mas, para melhorias a partir
de um certo ponto, a proxy utilizada para a dificuldade encontrada por
ele já não é precisa o suficiente para definir épocas de treinamento.

Portanto, apesar de importante para o início do projeto, a longo
prazo a melhoria deixa de ser tão relevante. Alternativamente, po-
deria ser feito um primeiro treinamento sem considerar separação de
grupos, a fim de ter uma execução do DQNTG contínua para reunir
dados necessários de execução para fazer uma separação dos grupos,
para treinamento de um segundo modelo7. Isso abre possibilidades de
melhoria da eficiência do algoritmo, mas também resolve o problema
de replicação do trabalho.

O segundo ponto, que diz respeito às 10 horas de treinamento é mais
complexo. Utilizando técnicas de aprendizado, sempre haverá a neces-
sidade de um período de treinamento anterior a execução dos testes.
Na utilização de computadores mais potentes, as 10 horas de treina-
mento poderiam significar que os 15 grupos fossem de fato completados
ou que este tempo fosse menor. Contudo, mesmo em outra máquina,
esse tempo de treinamento ainda existiria.

Entretanto, apesar de este tempo não poder ser excluído do pro-
cesso, ele pode ser mitigado por outras vantagens que esta técnica pro-
põem. Uma delas, já clara, é que o resultados obtidos são melhores do
que o dos seus pares e este treinamento só precisa ser feito uma vez.
Caso executemos apenas um teste de verificação de uma hora, este
tempo de treinamento representa 90.09% do tempo de esforço com-
putacional total. Já se executarmos 100 testes de verificação de uma
hora, o tempo de treinamento só representa 9.09% do esforço total, e
o resultado dos 100 testes são ligeiramente melhores do que os obtidos
utilizando as alternativas hoje reportadas na literatura. Ao aumentar-
mos o número de testes de verificação, essa porcentagem cai ainda mais,
e o tempo de treinamento se torna mais insignificante, principalmente
se o ganho em desempenho em relação a outras alternativas puder ser

6O número total de transições cobertas por essa execução foi de 8480 transições.
7Denominação dada à definição dos parâmetros da Rede Neural estabelecidos

através da etapa de treinamento. Este modelo treinado é o que é utilizado para a
execução da rede na fase de testes.
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melhorado também.
Além disso, a implementação é independente da arquitetura utili-

zada. Um exemplo disso é que os resultados alcançados e reportados
aqui são referentes a um treinamento realizado em uma arquitetura de
8 cores e execução de testes em uma arquitetura de 32 cores. Este
conceito poderia ser levado ainda mais adiante, como a utilização do
modelo treinado numa arquitetura SPARC (como é o caso deste traba-
lho) para a verificação de uma arquitetura x868, por exemplo.

Este conceito de independência da arquitetura utilizada é presente
também no SCATG e no MTG. Portanto, para tornar a desvantagem
das 10 horas necessárias ao treinamento menos custosa, melhorias ao
algoritmo também deveriam ser realizadas, considerando que os re-
sultados experimentais finais do SCATG e do DQNTG ainda foram
próximos.

No próximo capítulo, de conclusão, será feito uma breve recapitu-
lação do trabalho proposto, impactos do desenvolvimento do mesmo e
próximos passos.

8Nome dado às arquiteturas da família de processadores Intel





CAPÍTULO 6

Conclusão

Neste trabalho, foi apresentada uma nova proposta de módulo diretor
para um framework de verificação funcional de memória compartilhada
coerente baseado no algoritmo Rainbow, criado sobre o algoritmo DQN
(Deep Q-learning Network).

O trabalho se dividiu numa breve análise dos trabalhos correlatos,
apresentação dos detalhes conceituais essenciais para o entendimento
da implementação proposta, definições dos parâmetros utilizados, alte-
rações propostas ao algoritmo original e resultados experimentais.

Após um período de 10 horas de treinamento, o novo algoritmo ob-
teve resultados de cobertura ligeiramente melhores do que dois outros
geradores (que podem ser considerados como representantes do estado
da arte). Após uma hora de verificação, a cobertura acumulado do
novo gerador atingiu 69.47% contra 69.12% e 68.07%, obtidas pelos ge-
radores SCATG [8] e MTG [7], respectivamente.

Ao considerar os resultados pela perspectiva de Aprendizado de
Máquina, este trabalho comprovou que o agente efetivamente apren-
deu uma política de tomada de decisão que imita o comportamento de
um dos trabalhos [8] sem ser explicitamente programado para isso.

Sob a perspectiva de verificação funcional, entretanto, para atingir
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uma ligeira melhoria de cobertura num intervalo de uma hora de veri-
ficação, foi necessário um período preliminar de treinamento dez vezes
maior (10 horas). Portanto, a viabilidade prática da técnica proposta
só se caracterizaria se o esforço adicional de verificação (resultante da
necessidade de treinamento) for desprezível frente a um tempo de veri-
ficação muito maior.

Sabendo-se que na prática o tempo de verificação levado para atin-
gir uma cobertura próxima de 100% é consideravelmente maior do que
uma hora (podendo levar dias a semanas), novas simulações mais lon-
gas deveriam ser executadas comparando-se os três geradores, para,
além de se ter uma conclusão mais assertiva sobre qual deles é mais
eficiente para o processo de verificação funcional de memória comparti-
lhada coerente, também tenha-se uma maior clareza do peso do tempo
de treinamento quando comparado ao esforço computacional total. In-
felizmente, o tempo de simulação necessário para essa avaliação de vi-
abilidade prática não é coerente com o tempo disponível para um tra-
balho de conclusão de curso.

Trabalhos futuros

Apesar deste trabalho ter comprovado a eficácia da técnica pro-
posta, tornando-a uma candidata potencial para verificação funcional,
a análise de sua viabilidade prática demanda a avaliação de sua efici-
ência, através de simulações mais longas, a qual requer experimentação
mais extensiva do que a aqui apresentada.

A pesquisa preliminar colaborativa aqui reportada continuará no
âmbito da dissertação de mestrado do aluno Nícolas Pfeifer, onde será
realizada a análise de viabilidade prática da técnica utilizada e também
uma nova proposta de conjunto de ações (considerando mais opções
possíveis para o agente), aliada a otimizações ao algoritmo proposto
visando a diminuição do tempo necessário para treinamento.
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