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1 Motivation
Daten bilden die  Grundlage jeglicher akademischer Forschung und wirtschaftlicher Entscheidung. 

Dabei ist die Verfügbarkeit, der Umfang und die Qualität der genutzten Daten entscheidend für die 

Aussagekraft, Verlässlichkeit und Reproduzierbarkeit wissenschaftlicher Erkenntnisse. Daten bilden 

den  Ausgangspunkt  vieler  Modelle,  unter  anderem  in  dem  vielfältig  referenzierten  Prozess 

“Knowledge Discovery in Databases” [1]. Daten lassen sich auf vielfältige Weise erheben. Während 

im naturwissenschaftlichen Umfeld vorrangig Daten durch Experimente erhoben werden, liegt der 

Schwerpunkt  in  der  sozialwissenschaftlichen  Forschung  traditionell  auf  Beobachtungen  und 

Interviews. Diese Erhebung ist mit erheblichem Zeit und Kostenaufwand verbunden und stellt eine 

ernsthafte Herausforderung für jeden Analysten dar. Die verfügbaren Daten sind im Laufe der Zeit 

immer vielfältiger geworden. Eine der wichtigsten Triebfedern für die Entwicklung des Internets, 

der eMail und von Datenbanken in den 1970er Jahren war es, Daten und Datenquellen einfach zu 

reproduzieren und allgemein verfügbar zu machen. Die Möglichkeiten des Internets zur einfachen 

weltweiten Kommunikation führten auch dazu, neue Datenquellen für die sozialwissenschaftliche 

Forschung und wirtschaftliche Nutzung zu erschließen. Soziale Medien sind gekennzeichnet durch 

von Nutzern generierten Inhalten z.B. Bewertungen, Kommentaren, Blogs, persönlichen Profilen in 

vielfältigen sozialen Kontexten und Bildern /Videos. Viele Daten werden eigenständig durch die 

einzelnen Teilnehmer freiwillig und öffentlich via den “sozialen Medien” zur Verfügung gestellt. 

Die  Nutzung  dieser  Daten  ist  vielfältig:  im  Verborgenen  ablaufende  Analyse  der  Nutzerdaten 

können zur Erstellung individualisierter Werbung und Empfehlungen genutzt werden, das Erkennen 

gesellschaftlicher Trends ermöglichen eine schnelle und effiziente Reaktion und Steuerung seitens 

der Wirtschaft, Wissenschaft oder gesellschaftlichen Organen. Aber auch der einzelne Nutzer wird 

in  seiner  individuellen  Selbstverwirklichung  durch  die  Möglichkeiten  des  Austauschs  mit 

Gleichgesinnten oder durch die Teilhabe am gesellschaftlichen Diskurs unterstützt.

Der  Prozess  der  Wissensgenerierung  aus  klassischen  Datenquellen  setzt  nicht  unerhebliche 

Aufwände  voraus,  und  unterliegt  einer  aufwendigen  Planung  und  Validierung.  Während  die 

Wissensgenerierung  und  der  gesellschaftliche  Austausch  darüber  seit  Langen  in  der  Literatur 

diskutiert und geübte Praxis für weite Teile der Gesellschaft ist, muss dies im Gegensatz dazu für 

die  sozialen  Medien  und  den  damit  verbundenen  generierten  Daten  erst  eruiert,  adaptiert  und 

etabliert  werden.  Die  in  der  vorliegenden  Arbeit  vorgestellten  Einzelfallstudien  zeigen 

grundsätzliche Herausforderungen, Möglichkeiten und Limitationen auf und helfen den Prozess der 

Wissensgenerierung analog zu den klassischen Datenquellen zu etablieren und zu standardisieren, 
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Unterschiede zu verdeutlichen und somit das Vertrauen auf sozialen Medien basierende Analysen zu 

stärken. 

In  der  vorliegenden  Arbeit  soll  beantwortet  werden,  wie  sich  die  neuen  Datenquellen  für  die 

Wissensgenerierung eignen, aufzeigen welche Herangehensweisen dafür notwendig sind, wie sich 

Methoden zur  Analyse großer heterogener  und unvollständiger Daten seit  dem Aufkommen der 

sozialen Medien entwickelt haben und welche spezifischen Herausforderungen sich dabei ergeben. 

Dabei wird sich im Rahmen dieser Arbeit neben der theoretischen, akademischen Betrachtungen 

auch um die praktische Verknüpfung bemüht.
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1.1 Aufbau der Arbeit
Social Media Daten fallen in riesigen Mengen an und die Bearbeitung dieser Daten kann in den 

seltensten Fällen manuell erfolgen. Die automatisierte Analyse der gewonnen Daten ist daher üblich 

und wird  als  Data  Mining bezeichnet.  Data  Mining  ist  ein  sehr  heterogenes  Feld  und umfasst 

Beiträge  aus  Mathematik,  Statistik,  Physik,  Sprachwissenschaft  und  anderen  verwandten 

Wissenschaftsgebieten.

Somit  ist  es  notwendig,  zuerst  einen  Überblick  über  die  unterschiedlichen  Bereiche  des  Data 

Mining zu erhalten.  Einen Überblick über die Social Media Typen gibt Kapitel  2.1. Aus diesen 

Typen werden mit verschiedenen Algorithmen und Methoden Daten extrahiert und analysiert. Die 

Wirksamkeit dieser Algorithmen wird aus wissenschaftlicher Sicht primär an „time honoured“, gut 

verstandenen  Datensätzen  demonstriert.  Dies  ist  aus  Gründen  der  Vergleichbarkeit  und 

Reproduzierbarkeit  wissenschaftlich  gut  nachvollziehbar.  Praktische  Daten  weisen  zahlreiche 

Eigenschaften auf, die diese „wohl-konstruierten“ Eigenschaften nicht aufweisen. Die Kapitel  2.2 

und 2.3 geben einen Überblick über die Eigenschaften die die Datenqualität im Allgemeinen und 

speziell  im  Kontext  der  Sozialen  Medien  beeinflussen.  Kapitel  2.2 zeigt  die  grundlegenden 

Eigenschaften von Social Media Daten auf. Ein wesentlicher Aspekt und Ausgangspunkt sämtlicher 

Analysen ist die Bewertung der Qualität der zugrundeliegenden Daten. Die Datenqualität muss stets 

im Kontext  des  Analyseziels  betrachtet  werden -  Daten  welche  im Rahmen einer  Analyse  den 

Qualitätsanforderungen genügen, können für weitere Analysen völlig ungeeignet sein. Das Kapitel 

2.3 gibt einen Überblick über die zu beachtenden Aspekte der Datenqualität.

In  Kapitel  2.4 wird  ein  Überblick  über  die  klassischen Bereich  des  Data  Mining gegeben.  Im 

Rahmen dieser Arbeit kann dabei nur auf wesentliche Ansätze eingegangen werden, die für das 

Verständnis von Kapitel  2.6 notwendig sind. Es würde aber zu kurz greifen, nur einen Überblick 

über die reinen Methoden zu geben, da alle Methoden in Abhängigkeit von den zugrundeliegenden 

Metriken der  Daten  unterschiedliche  Maße zur  Darstellung der  Ähnlichkeit  oder  Unähnlichkeit 

verwenden oder aus einem Pool das Angebrachteste auswählen müssen. Dabei kann die Wahl des 

Ähnlichkeitsmaßes  entscheidend  zum  Erfolg  der  Analyse  beitragen.  Kapitel  2.5 gibt  einen 

repräsentativen Überblick über die wichtigsten Maße, eine vollständige Erläuterung würde sowohl 

den Rahmen dieser Arbeit sprengen, als auch keinen signifikanten Beitrag zum Verständnis liefern.

Nachdem die theoretischen Grundlagen zur Analyse sozialer Medien Daten gelegt wurden, wird 

anhand  verschiedener  Untersuchungen  dargestellt,  wie  einzelne  Methoden,  basierend  auf  dem 

klassischen  Kreislauf  der  Wissensgenerierung,  zur  Wissensgenerierung  jenseits  der  reinen 
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Grundlagenforschung beitragen können. Aufgrund des Umfangs der möglichen Social Media Typen 

und Methoden kann dies im Rahmen dieser Arbeit nur an Einzelfällen demonstriert werden.

Die  Auswahl  der  drei  folgenden  Forschungsfragen  deckt  den  Kreislauf  der  wissenschaftlichen 

Wissensgenerierung ab. Deduktion als klassische Methode der Wissensgenerierung leitet basierend 

auf einer bestehenden Theorie neue Erkenntnisse ab, welche empirisch validiert werden können. 

Induktion  im  Gegensatz  liefert  durch  die  Analyse  empirischer  Daten  neue  Theorien.  Um  die 

Erkenntnissen  beider  Herangehensweisen  zu  akzeptieren  sind  wissenschaftliche  Methoden  und 

deren korrekte Anwendung elementar. Dies lässt sich unter Vertrauen subsumieren. 

In der deduktiven Herangehensweise (Kapitel 3.1) wird eine bekannte Tatsache („Spezialisten“ vs. 

„Generalisten“)  als  Grundlage  für  eine  Analyse  heutiger  IT Fachleute  angewendet.  Durch  den 

Nachweis  der  grundsätzlichen  Gültigkeit,  konnten  weitere,  detailliertere  Erkenntnisse  abgeleitet 

werden.  Zeitgleich  können  die  im  theoretischen  Teil  genannten  Herausforderungen  der  Daten-

qualität praktisch demonstriert werden. 

Für  die  induktive  Herangehensweise  (Kapitel  3.2)  wurde  eine  Studie  zur  Studentenmigration, 

welche auf klassisch gewonnenen Panel  Daten basiert,  mit  Hilfe  von Daten,  welche aus Social 

Media  Quellen  extrahiert  wurden,  als  Inspiration  genutzt  und  die  Unterschiede  und 

Gemeinsamkeiten herausgearbeitet.

Trotz  der  aufgezeigten  Möglichkeiten  wird  dem Data  Mining  noch  immer  durch  verschiedene 

Stakeholder  Misstrauen  entgegengebracht.  Das  Kapitel  3.3 beleuchtet,  welche  Faktoren  das 

Vertrauen in das Data Mining und die daraus gewonnen Erkenntnisse beeinflussen können. Dabei 

wurden bestehende, theoretische Konzepte, welche das Vertrauen beeinflussen, aus Volkswirtschaft, 
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Psychologie  und  der  Informatik  zusammengeführt  und  praktisch  anhand  von  Umfragen 

angewendet.

Um dem Vorwurf der Glasperlenspielerei entgegenzutreten, wird gezeigt, wie aus der Anwendung 

von Data Mining Methoden und der Analyse von Social Media Daten praktische unternehmerische 

Entscheidungen abgeleitet werden können (Kapitel  3.4). Die folgende Abbildung verdeutlicht den 

Aufbau der Arbeit graphisch (Abbildung 2).
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2 Theoretische Einbettung
Das Aufkommen von Big Data oder Social Media Data zieht die Aufmerksamkeit von Wirtschaft, 

Wissenschaft  und  des  Staates  auf  sich.  Beispielsweise  investierte  die  US-Regierung  2012  200 

Millionen US-Dollar, um die „Big Data Research and Development Initiative“ zu starten [2]. Das 

renommierte  Wissenschaftsmagazin  „Nature“  veröffentlichte  allein  im  Jahr  2021  6317 

Forschungsartikel (!) zum Stichwort „social media data“  [3], 2682 Forschungsartikel davon zum 

Stichwort „big data“. Das namhafte Wissenschaftsjournal „Science“ veröffentlichte im Jahr 2021 

197 Artikel  (mit Peer-Review) zu Social  Media Data  [4].  Unter  den Top 10 Tech Aktien 2021 

befinden  sich  Alphabet  (unter  anderem  „Google  Suchmaschine“)  und  Meta  (unter  anderem 

„Facebook“), beides Unternehmen deren Geschäftsmodell unter anderem auf der Analyse Social 

Media Daten, Verknüpfung von Information basierend auf angenommenen individuellen Neigungen 

und schlussendlich passgenauer Werbung basiert. Dies ist ein Hinweis auf die heutige Bedeutung 

von  Big  Data  und  Social  Media  für  Administration,  Forschung  und  Wirtschaft.  Durch  das 

Vorhandensein  und die  Analyse  von Big  Data  aus  verschiedensten  Quellen  gewonnen und mit 

unterschiedlichen Verwendungszwecken haben Forscher  und Entscheidungsträger  in  Politik  und 

Wirtschaft  erkannt,  dass  diese  riesige  Menge  an  Informationen  zahlreiche  Möglichkeiten 

beispielsweise für das Verständnis der Kundenbedürfnisse, die Verbesserung der Servicequalität und 

die Vorhersage und Vermeidung von Risiken von Entscheidungen bietet. Die Nutzung und Analyse 

von Big  Data  muss  jedoch auf  genauen und qualitativ  hochwertigen  Daten  basieren,  was  eine 

notwendige  Voraussetzung  für  die  Wertschöpfung  aus  Big  Data  ist.  Dabei  ist  die  Analyse  der 

Qualität  der  gesammelten  Daten  ein  wesentlicher  Aspekt  zur  Bewertung  der  späteren 

Analyseergebnisse.  Basierend auf  den Daten  können die  vielfältigsten  Algorithmen angewendet 

werden, die im Spannungsfeld von Geschwindigkeit, Genauigkeit und Generalisierbarkeit stehen.

Im Nachfolgenden werden durch den Autor einige repräsentative Techniken dargestellt und kurz 

erläutert. Dies ist wichtig zum Verständnis der Social Media Analysen und dem aktuellen Stand, der 

nachfolgend dargestellt wird (Kapitel „2.1 Überblick über Social Media Typen“). 

Wichtig  für  die  Analyse  der  Qualität,  ist  die  Abgrenzung  zwischen  Daten  und  Modell  oder 

Analysequalität.  Dem  CRISP  DM Data  Mining  Model  folgend  wird  zuerst  auf  das  „Data 

Understanding“ eingegangen. Dementsprechend wird im Rahmen dieser Arbeit zuerst ein Einblick 

in die Kriterien gegeben, die die Qualität der Daten beschreiben und strukturieren (Kapitel „2.2 

Eigenschaften von Social Media Daten “ und „2.2 Datenqualität“). 
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Nachfolgend wird entsprechend des CRISP DM Schrittes „Modeling“ auf typische Data Mining 

Methoden eingegangen (Kapitel „2.4 Data Mining Techniken (Überblick)“ und „2.5 Ähnlichkeits-

und  Distanzmaße“).  Für  die  Qualität  des  Analysemodells  existieren  viele  spezifische 

Qualitätsmerkmale, die hier nicht beschrieben werden können und ein vertieftes Verständnis des 

jeweils genutzten Modells voraussetzen.  Neben dem Überblick über die klassischen Data Mining 

Methoden im Social Media Umfeld, ist es relevant für das Verständnis einen Einblick in die, den 

Methoden zugrundeliegenden, Ähnlichkeits- und Distanzmaße zu erhalten. Die Kombination der 

verschiedenen Methoden und Distanzmaße im Kontext der verschiedenen Social  Media Gebiete 

ermöglicht es, das volle Potential der zur Verfügung stehenden Daten auszuschöpfen. 

Nachdem  die  Voraussetzungen  erörtert  wurden,  wird  anschließend  ein  Überblick  über  den 

gegenwärtigen Stand der  Forschungsgebiete,  welche auf  Social  Media  Daten basieren,  gegeben 

(Kapitel „2.6 Social Media Data Mining Forschungsgebiete“). Die nachfolgende Grafik visualisiert 

die thematischen Zusammenhänge.

Im praktischen Teil der Arbeit (Kapitel „3 Publikationen“) werden diese theoretischen Aspekte im 

Rahmen von vier Untersuchungen angewendet und veranschaulicht. 
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2.1 Überblick über Social Media Typen
Social  Media  werden  definiert  als  Internet  basierte  Anwendungen,  welche  auf  den  Ideen  und 

Technologien des Web 2.0 aufbauen und die Erstellung und den Austausch von Inhalten erlauben, 

die durch den Benutzer selbst erstellt wurden [5]. Der Benutzer hat die Möglichkeit auf einfache Art 

und Weise mit anderen Nutzern zu kommunizieren und Netzwerke aufzubauen. Dabei mischen sich 

traditionelle Medien wie Zeitungen, Radio und TV mit modernen Medien wie XING, Facebook und 

Twitter.  Die  Soziale  Medien  lassen  sich,  wie  die  folgende  Tabelle  zeigt,  typisieren,  wobei  die 

Grenzen teilweise fließend sind.

Tabelle 1: verschiedene Soziale Medien Typen (eigene Darstellung basierend auf Gundecha et al 
[6])

Typ Eigenschaften

online social 

networks

Netzwerke erlauben realen Personen sich virtuell zu verbinden und Inhalte 

auszutauschen. z.B. XING, LinkedIn und Facebook.

blogging Blogs sind zeitungsähnliche Plattformen, in denen die Nutzer vergleichbar mit 

klassischen Journalisten Beiträge erstellen, bearbeiten und kommentieren. Oftmals 

auch spezielle Interessen und Einstellungen bedienen z.B. Huffington Post, 

indymedia, Breitbart (politisch) oder TechRepublic, Wired und TechCrunch 

(technisch).

micro 

blogging

Sind ähnlich zu Blogs, jedoch mit stark reduziertem Umfang z.B. Twitter, Weibo, 

snapchat.

wikis Wikis dienen der gemeinsamen Bearbeitung von Wissensdatenbanken sowohl 

global z.B. Wikipedia als auch firmeninterne Plattformen.

social news Social News sind Aggregatoren zum Sammeln von Nachrichten basierend auf 

individuellen Präferenzen z.B. Reddit.

media sharing Eine Sammelbezeichnung für Plattformen, welche speziell darauf ausgerichtet sind 

Multimedia Inhalte auszutauschen z.B. Youtube, Flickr oder Instagram.

opinions, 

reviews and 

ratings

Dies sind Plattformen die es den Nutzern ermöglichen Einschätzungen zu 

Produkten, Personen oder Firmen zu teilen z.B. Yelp, kununu oder tripadvisor. 

Große Online Marktplätze haben oftmals ähnliche Funktionen implementiert z.B. 

Amazon und Alibaba.

problem 

solving

Diese Plattformen ermöglichen den Austausch von Erfahrungen, Tipps und Tricks 

für spezielle Themen z.B. stackoverflow.
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Als Beginn der Social Media Plattformen kann der micro blog ICQ im Jahre 1996 gesehen werden. 

Das erste soziale Netzwerk SixDegrees ging 1997 online, jedoch erst mit dem Start von Facebook 

im Jahr 2004 wurde eine breitere Bevölkerung angesprochen. Die täglichen Nutzerzahlen steigen 

noch immer und überschreiten teilweise die Einwohnerzahlen der größten Länder.

Tabelle 2: Anzahl der monetarisierbaren täglichen Nutzer (mDAU)

Plattform mDAU in Millionen (September 2021 [7])

Facebook 1.93

Snapchat 306

Weibo 246

Twitter 192

Amazon, welches 1994 gegründet wurde, gibt den weltweiten Quartalsumsatz 4/2021 mit 137,41 

Milliarden  US  Dollar  an  [8].  Neben  dem  reinen  Ertrag  aus  dem  Warenverkauf,  generiert  das 

Unternehmen eine Vielzahl von Nutzerdaten wie bspw. Besuchs- und Kauffrequenzen, Präferenzen 

für Produkte und Marken und Informationen zum „cross selling“ Verhalten. Zusätzlich bewerten 

Nutzer subjektiv die Qualität der Produkte und Dienste.

2.2 Eigenschaften von Social Media Daten 
Daten  aus  sozialen  Medien  haben  charakteristische  Eigenschaften  und  unterscheiden  sich  von 

klassisch erhobenen Daten.  Social  Media Data werden größtenteils  durch jeden der  Teilnehmer 

eigenständig  generiert  und  aktualisiert.  Der  Zeitpunkt  der  Erstellung  oder  Aktualisierung  ist 

abhängig  von  der  genutzten  Plattform  genau  bekannt  (z.B.  Twitter)  oder  komplett  unbekannt 

(XING). Dabei sind die Daten meist groß oder “big” (“Big Data”), verrauscht („noise“), verteilt, oft 

unstrukturiert und dynamisch.

Die Anzahl der Daten ist  entsprechend abhängig von der Größe der genutzten Plattform (siehe 

Tabelle  2).  Auf  Twitter  werden  täglich  über  500  Millionen  Beiträge  („tweets“)  abgesetzt,  der 

populärste  Beitrag („Hashtag“)  umfasste  400 Millionen Beiträge.  Ein  Tweet  umfasst  dabei  280 

Zeichen – ca. die doppelte Größe des bisherigen Abschnittes. Allerdings übersteigt die Anzahl der 

täglichen  Tweets  500  Millionen  [9].  Instagram  setzt  auf  Bildinformationen,  die  maximal  15 

Sekunden dauern. Diese genannten markieren das obere Ende der Größenskala. Auf der anderen 
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Seite  stehen  blogs  oder  Wissensdatenbanken  (z.B.  Wikipedia.com,  stackoverflow.com  oder 

towardsdatascience.com), deren Beiträge in Größe und Qualität mit den klassischen redaktionellen 

Alternativen vergleichbar sind.

Als „Noise“ in Bezug auf Social Media Daten sind computergenerierte Beiträge als auch bewusst 

inkorrekte Beiträge durch die Nutzer selbst zu verstehen. Dies umfasst sowohl falsche Bewertungen 

(„fake ratings/ reviews“) als auch falsche Nachrichten und Berichte („fake news“). “Fake news“ 

lassen sich definieren als Nachrichten, welche mit Absicht und überprüfbar falsch sind und das 

Potential besitzen den Leser fehlzuleiten. Davon abzugrenzen sind Beiträge die zwar falsch sind, 

jedoch nicht mit der Absicht den Nutzer zu täuschen verfasst wurden [10], [11]. Das Phänomen ist 

als solches nicht neu und schon zu Zeiten der Ägypter, wurden durch Ramses Berichte über die 

Schlacht von Kadesch 127 vor Christus verfasst, die nicht der Realität entsprachen  [12] - jedoch 

besitzen  die  heutigen  Sozialen  Medien  eine  ungleich  höhere  Reichweite.  Die  Vielzahl  an 

Informationsquellen und häufige Wiederholung der Beiträge in unterschiedlichen Medien erschwert 

die  Falsifizierung  der  Beiträge,  und  kann  zu  einem  „truth  effect“  führen.  Dabei  wird  den 

Informationen geglaubt, obwohl den initialen Nachrichten misstraut wurde  [13]. Die Plattformen, 

als auch die Regierungen dies als Problem erkannt haben, ist der Umfang dieser Beiträge abhängig 

vom Thema erheblich. In einer Studie aus dem Jahr 2016 fanden Forscher heraus, dass 50 Prozent 

der Facebook Beiträge falsch oder sehr stark parteilich waren [8]. Als Konterpart zum klassischen 

„Noise“ muss  auch die  Abwesenheit  von Beiträgen gesehen und in Analysen beachtet  werden. 

Weltweit sind Anstrengungen seitens Regierungen und der Wirtschaft zu beobachten – teilweise in 

guter Absicht - den Inhalt zu kontrollieren und schlussendlich zu zensieren ([15], [16]. Gegenwärtig 

sind  Techniken  zur  Erkennung  von  falschen  Beiträgen  Inhalt  zahlreicher  wissenschaftlicher 

Arbeiten.  [17]–[20]. Dies steht nicht im Widerspruch zu der Anfangs getätigten Aussage, dass die 

Beiträge grundsätzlich verteilt sind – die Aufwendungen die Beiträge zu kontrollieren ist immens 

und lässt sich nur in bestimmten politischen Konstellationen und im gewissen Umfang realisieren 

[21].

Beiträge in Soziale Medien sind grundsätzlich verteilt, dass bedeutet in diesem Zusammenhang, das 

keine zentrale, steuernde Einheit existiert. Daraus folgt, das die Daten nicht zwingend konsistent in 

Inhalt  oder  Qualität  sind.  Weiterhin  gibt  es  keinen  uniquen  Schlüssel,  um  die  Beiträge  eines 

einzelnen Nutzers zu kombinieren. Dies macht es schwierig bis unmöglich die Daten der einzelnen 

Plattformen miteinander zu kombinieren. Das Kapitel Publikation 1: „Feasibility Study of Analysis

of  Senior  IT  Management  Skills/Qualifications  in  Social  Networks“ kann  dies  praktisch 

demonstrieren.
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Eine  weitere  Charakteristik  der  sozialen  Plattformen  ist  es,  dass  die  Daten  oft  unstrukturiert 

vorliegen.  Dies  folgt  zum  einen  daraus,  das  Texte  per  Definition  unstrukturierte  Daten  sind. 

Während journalistische oder vergleichbare Arbeiten Wert auf Rechtschreibung und Orthographie 

legen, kann dies für Textbeiträge in sozialen Medien nicht vorausgesetzt werden. Dies führt dazu, 

das klassische Methoden der natural language processing (NLP) nicht die verlässlichen Ergebnisse 

und die Qualität liefern im Vergleich zu klassischen Medien [22]. Zeitgleich zu der Entwicklung der 

sozialen Medien setzte sich die Nutzung von Piktogrammen, sogenannte „emojis“ durch.  Diese 

Piktogramme ergänzen nicht einfach den Wortschatz einer  Sprache,  sondern bilden sprach- und 

generationsübergreifend neue Ausdrucksformen, die in unterschiedlichem kulturellen Kontext oder 

„Blasen“  abweichend  interpretiert  werden  müssen.  Ohne  Kenntnis  des  Kontextes  und  der 

Bedeutung innerhalb der sozialen Gruppe, sind diese Information nicht eindeutig zu interpretieren 

[23]. Ein weiteres Problemfeld besteht darin, dass wenig Limitationen hinsichtlich der möglichen 

Eingabemöglichkeiten  vorliegen.  Beispielhaft  lässt  sich  dies  anhand  des  Netzwerks  XING 

illustrieren.  Bei  der  Angabe  des  Arbeitsplatzes  gibt  es  keine  Vorgaben  zum  Namen  des 

Unternehmens. Dies lässt sich praktisch begründen, da die Plattform nicht sämtliche existierenden 

Unternehmen kennt und somit vorgeben kann. Der Nutzer kann nun frei entscheiden, ob er z.B. 

Siemens,  Siemens  Medical,  Siemens  Healthineers  oder  weitere  Bezeichnungen  für  das  gleiche 

Unternehmen wählt. Somit ist eine Konsistenzprüfungen kaum möglich. In der ersten Publikation 

wird dies an einem praktischen Beispiel demonstriert (Publikation 1: „Feasibility Study of Analysis

of  Senior  IT  Management  Skills/Qualifications  in  Social  Networks“).  Hier  stellt  sich  ein 

gravierender  Unterschied  zu  strukturierten  Daten  und  den  damit  häufig  assoziierten  SQL 

Datenbanken dar. 

Soziale  Medien  leben  von  dem Verhalten  ihrer  Nutzer.  Ändert  sich  das  Verhalten  der  Nutzer, 

reagieren  die  Plattform  mit  der  Umstrukturierung  der  Inhalte  oder  der  Einführung  neuer 

Funktionen. Beispielsweise führte die gestiegene Bedeutung der Privatsphäre bei den Nutzern und 

der Umsetzung der DSGVO zu neuen Sichtbarkeitseinstellungen und verändertem Suchverhalten 

auf den Seiten [24]. 

2.3 Datenqualität
Betrachtet man die in den vorgestellten Gebieten (Kapitel 2.6) anfallenden Social Media Daten und 

deren  Forschungsrichtungen  und  -methoden,  fällt  auf,  das  die  gewonnen  Daten  äußerst 

unterschiedliche Qualitäten haben. So sind Tweets schnell hingeworfene kurze Texte, die häufig nur 

rudimentäre  Beachtung  der  Orthographie  und  Grammatik  aufweisen  und  der  zusätzlichen 
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Verwendung  von  Piktogrammen  (aka  „emojis“).  Technische  Blogs  sind  zwar  tendenziell 

sorgfältiger in Orthographie und Grammatik, mischen aber häufig englische, landesspezifische und 

spezifische Fachbegriffe ein. Soziale Netzwerke sind häufig unvollständig, d.h. nicht alle Knoten 

(aka  „Untersuchungsobjekte“)  und  Graphen  (aka  „Beziehungen  der  Objekte  zueinander“)  sind 

erfasst  oder  im  gewählten  Kontext  oder  Zeitpunkt  gültig.  Recommender  Systeme  möchten 

Vorschläge unterbreiten, auch ohne größere Nutzerhistorie. Dabei kann nicht sichergestellt werden, 

dass  alle  Produkte,  Artikel  oder  Webseiten  nach  den  gleichen  Standards  getagt  wurden.  Die 

Kontrolle  der  Einordnung  ist  im  unüberwachten  Lernen  naturgemäß  schwieriger,  als  im 

überwachten  Lernen.  Analysen  im  wissenschaftlichen  Kontext  sind  weniger  zeitkritisch  und 

ermöglichen eine umfangreichere Datenaufbereitung. Die Qualitätsbewertung der Daten ist enorm 

wichtig und sollte aus dem jeweiligen Kontext beurteilt werden.

Unabhängig von den auf die Daten im Rahmen der Wissensgenerierung angewendeten Methoden 

sollten die verwendeten Daten hinreichend repräsentativ hinsichtlich Umfang und Verteilung sein, 

die  Messqualität  der  Forschungsfrage  angemessen  und  reproduzierbar.  Im  wissenschaftlichen 

Kontext  ist  es  dabei  wichtig,  vor  der  Verwendung  der  Daten  die  Qualität  der  Daten  bzw.  der 

Datenquellen zu analysieren. Die Identifikation und Abgrenzung der Dimensionen der Datenqualität 

wird  in  einer  Vielzahl  der  wissenschaftlichen  ([25]–[28] und  praktischen  Literatur  [29]–[31] 

besprochen. Ein allgemein akzeptierter Konsens hat sich noch nicht gebildet. Dies lässt sich auch 

darin begründen,  das die  Qualität  aus Sicht  des  Beitrages  zu den Zielen und dem Kontext  des 

Datenempfängers  definiert  wird.  Damit  spiegeln die  unterschiedlichen Ansätze  immer auch das 

konkrete  Umfeld  wieder.  Auch  wenn  übereinstimmende  Dimensionen  in  den  unterschiedlichen 

Konzepten definiert werden, so variiert die Bedeutung und Intensität je nach Anwendungskontext. 

Dementsprechend wird auf eine einheitliche Definition verzichtet und es werden nur ausgewählte 

Ansätze dargestellt.

Um der  Vielzahl  der  Begrifflichkeiten  durch  unterschiedliche  Übersetzungsmöglichkeiten  keine 

weitere Komplexität hinzuzufügen, werden die Begriffe im Englischen belassen.

Redman  definiert  die  Dimensionen  der  Datenqualität  im  Kontext  von  allgemeinen 

Informationssystemen, und gruppiert die Qualitätsdimensionen nach ihrem zeitlichen, prozessualem 

Verlauf: Konzeption der Daten, operative Konformität und der Präsentation für den Konsumenten 

der Daten.
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Tabelle 3: Dimensionen der Datenqualität nach Redman (1997) [27] 

category dimensions
quality of design • content

• scope
• granularity

• composition
• view consistency
• reaction to change

quality of conformance • accuracy
• completeness

• consistency
• currency

quality of representation • appropriate format
• format flexibilty
• interpretability

• portability
• efficient use of storage
• ability to represent NULL values

Die Kategorie “quality of design” oder die konzeptionelle Perspektive stellt den Zusammenhang 

von  Nutzererwartungen  und  Spezifikationen  des  Informationssystems  dar.  Dagegen  stellt  die 

Kategorie “quality of conformance” den Zusammenhang von Nutzererwartung und der Realisation 

im  Informationssystem  dar.  In  der  Kategorie  “quality  of  representation”  wird  die  technische 

Realisation beschrieben. Informationssysteme können hier als Synonym für Datenquelle gesehen 

werden. 

Wang et al schaffen 1996 ein viel zitiertes Framework  [32], [33] und nehmen eine Vielzahl der 

Dimensionen von Redman auf, verändern und erweitern jedoch die Kategorisierung und ergänzen 

weitere Dimensionen. Dabei beruhen die beschriebenen Dimensionen nicht allein auf theoretischen 

Überlegungen, sondern wurden zusätzlich empirisch validiert. Somit handelt es sich auch hier um 

einen allgemeinen Ansatz, der jedoch die Sicht des Anwenders stärker betont.

Tabelle 4: Dimensionen der Datenqualität nach Wang et al (1996)

category dimensions1

intrinsic data 
quality

• believability
• accuracy

• objectivity
• reputation

contextual 
data quality

• value-added
• relevancy
• timeliness

• completeness
• appropriate amount of data

represential 
data quality

• interpretability
• ease of understanding

• representational consistency
• concise representation

accessibilty 
data quality

• accessibility
• access security
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Dabei  umfasst  „intrinsic  data  quality“  Qualitätsmerkmale,  welche  den  Daten  inhärent  sind.  Es 

zeigte sich in Untersuchungen, das neben den technischen Ausprägungen auch die Einschätzung der 

Glaubwürdigkeit  und  der  Objektivität  aus  Sicht  der  data  consumer  relevant  für  eine  hohe 

Datenqualität ist. Somit hat die Datenqualität immer auch eine subjektive Komponente, die sich 

final  im Vertrauen  manifestiert.  Somit  steht  Vertrauen  in  die  Daten  am Anfang  jeder  weiteren 

Analyse. Neben der intrinsischen Qualitätsdimensionen ist auch der jeweilige Kontext in dem die 

Daten stehen aus Qualitätsgesichtpunkten zu bewerten. Dies bedeutet, dass die Qualität der Daten 

kein fixes Datum ist, sondern für jede Analyse separat betrachtet werden muss. Zusätzlich zu den 

Einflußfaktoren,  die  sich  aus  den  Daten  selbst  und  dem  Kontext  ergeben,  fokussiert  der 

repräsentative Datenqualität (engl.  „representational data quality“) Aspekt darauf, ob der Nutzer 

(engl. „data consumer“) die Daten kognitiv erfassen kann und ist somit wiederum subjektiv. Die 

Abgrenzung zu den intrinsischen Konsumentendimensionen erscheint dem Autor schwierig, da das 

Vertrauen  unter  anderem  auch  von  der  persönlichen  Einstellung  abhängt  [34].  Während  ältere 

Literatur  die  Kategorie  accessibilty nicht  explizit  aufgeführt  wird,  trägt  die  neue Kategorie  der 

Tatsache Rechnung, das heutzutage viele Informationen in elektronische Form vorliegen, die damit 

prinzipiell  leichter  veränderlich  als  gedruckte  Quellen  sind,  und  demzufolge  die  Zugriffs-

möglichkeiten  (engl.  „accessibilty“) und  die  Zugriffskontrolle  (engl.  „access  control“) stärker 

relevant werden. 

Mit den wachsenden Datenmengen und deren Bedeutung hinsichtlich der Digitalisierung, wurde ab 

2009 die Norm ISO 8000 veröffentlicht, welche in der Fassung von 2015 die Informations- und 

Datenqualität definiert [35]. Während oftmals Daten- und Informationsqualität synonym verwendet 

wurde, greift diese Norm den Gedanken der Trennung von Daten und Information auf und definiert 

separate Qualitätsdimensionen für Daten: „provenance“, „accuracy“ und “completeness“ [36]. Für 

Informationen  wurde  kein  generischer  Qualitätsstandard  veröffentlicht,  da  die  Kriterien  stark 

kontextabhängig sind und dementsprechend definiert werden müssen [37].

Basierend  auf  den  wissenschaftlichen  und  regulativen  Definitionen,  wird  in  der  Praxis  sechs 

Dimensionen  die  größte  Bedeutung  beigemessen.  Dies  lässt  sich  anhand  einer  Vielzahl  von 

aktuellen, online Diskussionen nachvollziehen. [29]–[31]
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Tabelle 5: Dimensionen der Datenqualität in fachspezifischen blogs (2021)
1) [29] 2) [31] 3) [30] 

practical definition dimensions  
• accuracy 1/2/3 

• completeness 1/2/3 

• consistency 1/2/3

• timeliness 1/2 

• uniqueness 1/3 

• integrity 2

• validity 1 

• currency 3 

Während sich viele Dimensionen von Wang et al wiederfinden lassen, konzentriert man sich eher 

auf die technischen Aspekte. Diese Dimensionen sind quantitativ messbare Dimensionen, was die 

Bestimmung  der  Datenqualität  verschiedener  Quellen  leichter  möglich  macht  und  technische 

Strategien zur Verbesserung der Qualität ermöglicht. 

„Accuracy“ bezieht sich dabei auf den Grad, mit dem Daten die „realen“ Objekte korrekt darstellen. 

„Consistency“ bezieht sich darauf, dass Datenwerte in einem Datensatz mit Werten in einer anderen 

Datenquelle  widerspruchsfrei  sind.  „Completeness“  beschreibt,  dass  Datenelemente  einen  Wert 

haben müssen,  wenn sie  einen Wert  in  der  „realen Welt“  haben.  Dies  impliziert  die  Fähigkeit,  

sowohl Nullwerte zuzuweisen und identifizieren zu können, als auch Bedingungen unter denen sie 

gelten. Die Messung der Aktualität oder der Reaktion der Daten auf Veränderungen in der realen 

Welt erfolgt  über  „timeliness“ bzw. „currency“.  „Uniqueness“,  „integrity“,  „validity“ tragen der 

verteilten Datenhaltung Rechnung und betonen dies über die bekannten Dimensionen hinaus. 

Rahm et  al  [38] geben einen Überblick  anhand von Beispielen  für  die  Ursachen mangelhafter 

Datenqualität – bezogen auf die technischen Aspekte. 
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Tabelle 6: Ursachen für mangelhafte Datenqualität nach Rahm [38] erweitert durch Laranjeiro et 
al [39]

Problem types
)Problem Typen)

Data Quality Problems

A
cc

es
si

bi
lit

y

A
cc

ur
ac

y

C
om

pl
et

en
es

s

C
on

si
st

en
cy

C
ur

re
nc

y

Source
(Quelle) Level

Single
(Einzelfall)

Instance

Missing data (fehlende Daten) x x

Incorrect data (falsche Daten) x

Misspellings (Schreibfehler) x

Ambigueous data (mehrdeutige Daten) x x

Extraneous data (fremde/ nebensächliche Daten) x x

Outdated temporal data (veraltete temporäre Daten) x x

Misfielded data (falsch eingegebene Daten) x x x x

Incorrect references (falsche Referenzen) x

Duplicates (Duplikate) x

Schema Domain violation (Domänenverletzung) x

Violation of functional dependency (Verletzung der 
funktionalen Abhängigkeit)

x

Wrong data type (falscher Datentyp) x x

Referential integrity violation (Verletzung der 
referentiellen Integrität)

x x x x

Uniqueness violation (Eindeutigkeitsverletzung 
(Schlüssel))

x

Multiple
(Über-

greifend)

Instance

Structural conflicts (Strukturelle Konflikte) x x

Different word orderings (unterschiedliche 
Wortordnung)

x x

Different aggregation levels (unterschiedliche 
Aggregationsebenen)

x x x

Temporal mismatch (zeitliche Diskrepanz) x x x

Different units (unterschiedliche Einheiten) x x

Different representation (unterschiedliche 
Darstellung)

x x

Schema

Use of synonyms (Verwendung von Synonymen) x

Use of homonyms (Verwendung von Homonymen) x

Use of special characters (Verwendung von 
Sonderzeichen)

x

Different encoding format (andere Kodierung) x x
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Sind die Daten in strukturierten Datenbanken (z.B. SQL Datenbanken) abgelegt, lassen sich viele 

der Fehler verhindern bzw. nachträglich detektieren. Liegen die Daten unstrukturiert („flat file“) 

oder  semi-strukturiert  („No  SQL Datenbanken“)  vor,  ist  das  Erkennen  von  Fehlern  ungleich 

schwerer.  Viele  produktive  Datenbanken  in  Sozialen  Netzwerken  gehören  zu  den  beiden 

letztgenannten Typen [40]. Zusätzlich erschwerend kommt hinzu, dass aufgrund von gewachsenen 

Anforderungen an den Datenschutz, Daten nicht validiert werden können oder dürfen [41], [42].
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2.4 Data Mining Techniken (Überblick)
Maschinelles  Lernen  ist  ein  Forschungsfeld,  welches  die  verschiedenen  Ansätze  des 

Erkenntnisgewinnes aus Daten formalisiert. Dabei verfolgt es einen interdisziplinären Ansatz und 

verbindet verschiedene Forschungszweige wie Statistik, Informatik, Ingenieurswissenschaften und 

andere naturwissenschaftliche und mathematische Forschungsrichtungen [43]. Dabei lassen sich die 

verwendeten Data Mining Techniken klassisch in zwei Teilbereiche unterteilen, dem überwachten 

(“supervised learning”) und dem unüberwachten Lernen (“unsupervised learning”). Relativ neu sind 

Verfahren, die als halb-überwachtes Lernen („semi-supervised learning“) bezeichnen werden. 

2.4.1 Überwachtes Lernen (supervised learning)
Die grundlegende Idee des überwachten (engl. supervised learning ) Lernens basiert auf folgendem 

Ansatz. Jeder Datenobjekttyp besteht aus einer Reihe von Eigenschaften (engl.  “features”). Die 

Matrix aus den einzelnen Datenobjekten und den zugehörigen Attributen wird auch als Daten oder 

data  bezeichnet. Mit dem Datenobjekttyp ist ein Ergebnisvektor assoziiert. Dieser Ergebnisvektor 

besteht  aus  einem  oder  mehreren  Ergebnisattribute.  Häufig  sind  diese  Ergebnisvektoren 

eindimensional. Die einzelnen features des Datenobjektes bestimmen die Ergebnisattribute. Je nach 

Typ des abhängigen Ergebnisattributes unterteilt  sich das  supervised learning  wiederum in zwei 

Teilbereich. Liegen die Ergebnisse in diskreter Form vor z.B. „ja“/ „nein“ oder „groß“, „mittel“, 

„klein“, wird von Klassifizierung gesprochen. Im Fall  von stetigen Skalen wird von Regression 

gesprochen. Dabei lassen sich die einzelnen Methoden nicht immer eindeutig in Klassifizierung und 

Regression  unterteilen,  einige  funktionieren  nur  für  eine  Aufgabe,  andere  sowohl  für 

Klassifizierung als auch für Regression. Das Ziel der Verfahren ist es, mit Hilfe von Ähnlichkeiten 

das  wahrscheinliche  Ergebnis  neuer,  unbekannter  Datenobjekte  zu  prognostizieren.  Typische 

Vertreter  sind die Algorithmen  k- nearest- neighbour,  support vector machines und verschiedene 

Entscheidungsbäume  wie  CART  oder  C4.5.  Zusätzlich  existieren  Verfahren,  die  sich  der 

grundlegenden Methoden bedienen und diese zu sogenannten ensemble methods (dt.  Ensemble-

Methoden) kombinieren. Ensemble-Methoden lassen sich in drei Meta-Algorithmen unterteilen:

• Bagging  kombiniert  eine  hohe  Anzahl  gleicher  Basismethoden,  welche  unabhängig 

voneinander trainiert werden und die Einordnung dann per Mehrheitsentscheidung fällen. 

Der derzeit prominenteste Vertreter ist der random forest.
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• Boosting  kombiniert  eine  Anzahl  gleicher  Basismethoden  sequentiell,  wobei  jeder 

nachfolgende Algorithmus das Ergebnis des Vorgängers zu verbessern versucht. Prominente 

Vertreter sind AdaBoost und XGBoost. 

• Stacking  ist  sehr  ähnlich  zum  bagging,  der  Unterschied  liegt  in  der  Verwendung 

unterschiedlicher  Basismethoden.  [44] Aufgrund  zahlreicher  ungeklärter  Fragen, 

insbesondere  der  Auswahl  der  zu  kombinierenden  Algorithmen  hat  sich  stacking  nicht 

durchgesetzt und wird hier nur der Vollständigkeit halber aufgeführt.

Für  die  Abschätzung  der  Güte  der  gewonnenen  Modelle  stehen  zahlreiche  Kennzahlen  zur 

Verfügung.  Zu  unterscheiden  sind  Kennzahlen,  welche  die  Güte  des  Models  im  Allgemeinen 

abschätzen  und  Kennzahlen,  welche  die  spezielle  Güte  der  Klassifikation  oder  Regression 

abschätzen.  Die generelle Güte und Komplexität  des Modells werden mit Kennzahlen wie dem 

Akaike  Informationskriterium  (AIC)  oder  Baysian  Informationskriterium  (BIC)  untersucht. 

Betrachtet wird die Vorhersagequalität des trainierten Modells in Bezug auf eine Grundwahrheit 

(aka  die  klassifizierten  Datensätze),  d.h.  dem  Informationsverlust  unter  Berücksichtigung  der 

Komplexität des Models, d.h. eine höhere Anzahl an verwendeten Parameter wird bestraft. Somit 

kann  eine  Über-  oder  Unteranpassung  der  Modelle  abgeschätzt  und  entgegengewirkt  werden. 

Sowohl AIC als auch BIC sind jedoch keine absoluten Kennzahlen und können ausschließlich in 

Relation zu einem zu vergleichenden Modell auf gleichen Datenbasis gesehen werden  [45]. Die 

Vorhersagequalität  eines  Klassifikationsmodells  selbst  kann  mit  Kennzahlen  wie  die  Rand 

Accuracy,  Precison  und  Recall  bewertet  werden  (keine  deutsche  Entsprechung).  Es  existieren 

Ansätze  diese  Kennzahlen  in  Regressionsmodellen  zu  verwenden  [46],  jedoch  sind  statistische 

Kennzahlen wie die Summe der quadratischen Abweichung („SSE“ oder „RSS“), das Bestimmt-

heitsmaß („R2“) oder der Signifikanzwert („p-value“) erprobt und weitaus verbreiteter (vertiefend 

z.B. bei Draper [47]).

2.4.2 Unüberwachtes Lernen (unsupervised learning)
Unüberwachtes Lernen wird mit wenigen Ausnahmen (z.B. Principal Component Analysis (PCA)) 

als  Synonym für  die  Cluster  Analyse  genutzt  [48].  Die  Bezeichnung „unüberwacht“  ist  darauf 

zurückzuführen,  dass  keine  Informationen  über  die  Zuordnung  der  Datensätze  zu  einer  Klasse 

vorliegen, oder generischer ausgedrückt, kein dependentes Attribut vorliegt. Grundsätzlich basiert 

Clustering  darauf,  Gruppen  zu  identifizieren,  deren  Mitglieder  einander  ähnlich  und  möglichst 

unähnlich zu Mitgliedern (Kapitel 2.5) anderer Cluster sind. 
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• Partitionierende Verfahren  zählen  zu  den  bedeutendsten  Methoden  der  Clusteranalyse. 

Basierend  auf  der  Annahme,  dass  die  Anzahl  der  Cluster  bekannt  ist,  werden  zufällig 

Clusterzentren bestimmt.  Danach wird in  iterativen Verfahren  die  Distanzen eines  jeden 

Punktes  zu  den  Clusterzentren  bestimmt  und  die  Punkte  dem  Clusterzentrum  mit  der 

minimalen Distanz zugewiesen. Nach der Neubestimmung der Clusterzentren wiederholen 

sich die  Schritte  bis  ein Abbruchkriterium erreicht  wird.  Die gefundene Lösung kann in 

Abhängigkeit  der  Startwerte  variieren  und  wird  oftmals  mit  einem  bagging  Ansatz 

stabilisiert.  Bekannte  Verfahren  sind  k-means++  [49],  das  expectation-maximisation 

Verfahren [50] oder das relativ neue Verfahren der affinity propagation [51].

• Hierarchische Verfahren teilen sich in einen divisiven (Bottom Up) und einen additiven 

(Top Down) Ansatz. Im divisiven Ansatz wird ein Cluster entlang der Achse der größten 

Varianz iterativ geteilt. Im additiven Ansatz wird für jeden Punkt oder Cluster der nächste 

d.h. ähnlichste Punkt oder Cluster bestimmt und iterativ hinzugefügt. Die Anzahl der Cluster 

muss  dabei  initial  nicht  bekannt  sein,  sondern  kann  in  gewissen  Grenzen  während  der 

Berechnung abgeleitet werden. Bekannte Vorgehensweisen unterscheiden sich weniger in 

der Methodik an sich, vielmehr unterscheiden sich die Verfahren dadurch wie getrennt oder 

zusammengefügt wird, den sogenannten linkage Verfahren.

• Dichtebasierte Verfahren basieren auf der Annahme, dass Punkte zusammengehören die in 

nahe zusammenstehen, das heißt sich in einem gewissen Radius zueinander befinden. Ein 

Clusterzentrum  wie  in  den  oben  beschriebenen  partitionierenden  oder  hierarchischen 

Verfahren existiert nicht. Vorteilhaft ist, das die Anzahl der Cluster nicht a priori bekannt 

sein  muss.  Ebenso  vorteilhaft  erweisen  sich  diese  Verfahren  zur  Identifizierung  von 

Ausreißern  (engl.  outlier),  die  als  kleine  separate  Cluster  erscheinen.  Während  in  den 

ursprünglichen Ansätzen (DBSCAN [52]) der Dichteparameter vorgegeben werden musste, 

erlauben neuere Ansätze in Analogie zu den Hierarchischen Verfahren die bessere Steuerung 

des Parameters [53]. 

• Graphen  basierte  Verfahren  können  als  Sonderform  der  divisiven  hierarchischen 

Verfahren gesehen werden. Die Clusterzugehörigkeit wird über Zentralitätsmaße anstelle der 

klassischen  Distanzmaße  bestimmt  (Kapitel  2.5).  Je  nach  verwendetem  Maß,  wird  der 

initiale Cluster aufgespalten indem die Graphen zwischen den Knoten mit dem geringstem 

Beitrag oder einer minimalen Anzahl an Verbindungen getrennt werden. [54]
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• Modell  basiertes  Clustering ist  ein  statistischer  Ansatz  für  das  Clustering.  Es  wird 

angenommen,  dass  die  beobachteten  (multivariaten)  Daten  aus  einer  Mischung  von 

parametrischen, multivariaten Wahrscheinlichkeitsverteilungen generiert wurde. Das heißt, 

ein Clusterzentrum wurde durch ein statistisches Model generiert, die weiteren Punkte im 

Cluster  sind  statistische  Abweichungen  dieses  Models.  Aufgabe  ist  es  mit  Hilfe  der 

Maximum  Likelihood  Methode  die  Clusterzentren  und  die  zugehörigen  Parameter  der 

Modelle  zu  schätzen  [55].  Ein  bekannter  Vertreter  ist  das  Expectation  Maximisation 

Verfahren.

Die  Verifikation  der  Ergebnisse  der  Analyse  oder  Modellierung  mit  Hilfe  von  Kennzahlen  ist,  

anders als beim überwachten Lernen, schlecht bis nicht möglich und muss durch einen mit dem 

Kontext vertrauten Experten überprüft werden. Kennzahlen können hier Hinweise geben, und die 

Cluster haben per se keine semantische Bedeutung [48, p. 20 ff.] und müssen aus dem jeweiligen 

Kontext  (aka  „Business  Understanding“)  heraus  interpretiert  werden.  Beispielsweise  erfasst  die 

traditionelle biologische Taxonomie Lebewesen und Viren nach morphologischen Merkmalen. Die 

von  Linne  eingeführte  Klassifikation  zielte  auf  eine  einheitliche  Benennung  nach  optischen 

Merkmalen  der  Pflanzen  ab.  Dies  ist  aus  Sicht  von  Gärtnern,  denen  es  vorrangig  darum geht 

Pflanzen nach optischen Merkmalen zu bestimmen, ideal. Um phylogentische Zusammenhänge zu 

beschreiben ist diese Art der Klassifikation (oder Clusterung) jedoch ungeeignet und wird durch 

Genommerkmale, also durch eine auf Verwandtschaften basierte Klassifikationen, abgelöst [56].

Bekannte Kennzahlen sind der Silhouettenkoeffizient  [57], der Calinski Harabasz Index  [58] und 

der Rand Index [59]. Der Silhouettenkoeffizient und der Calinski Harabasz Index ermöglichen z.B. 

die Berechnung eines Wertes für jeden Punkt,  der angibt wie gut die Zuordnung zur gewählten 

Gruppe im Vergleich zu allen deren Gruppen erfolgt ist. Der Silhouettenkoeffizient wird oft auch 

visualisiert, und zeigt dann die Struktur der einzelnen Cluster an, wobei dann der Wert der Kennzahl 

an sich weniger  relevant  ist.  Für beide Kennzahlen ist  keine Kenntnis  der realen,  tatsächlichen 

Zuordnung notwendig,  was  aber  im Gegenzug auch bedeutet,  das  zwar  eine  Lösung gefunden 

wurde, die aber nicht zwingend in der Realität oder in Bezug auf die Forschungsfrage Sinn machen 

muss.  Auch  hier  gilt,  dass  die  gefundene  Clusteranzahl  mit  dem  Business  Understanding  in 

Einklang  gebracht  werden  muss.  Der  Rand  Index  hingegen  vergleicht  die  Güte  zweier 

Clusterlösungen, wobei die Vergleichslösung entweder ein alternatives Cluster-Modell, oder aber 

die gleichen, klassifizierten Datenpunkte sind. In diesem Fall berechnet er die Ähnlichkeit zwischen 

den zwei Clustern und zählt die Paare, welche in den vorab klassifizierten und damit „wahren“ 

Clustern demselben oder unterschiedlichen Clustern zugeordnet sind.
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2.4.3 Halb-überwachtes Lernen (semi supervised learning)
Im überwachten Lernen liegen klassifizierte Datensätze bereits vor. Dies ist im Umfeld von Social 

Media Daten jedoch häufig nicht der Fall.  Die Klassifizierung müsste durch Business User (dt. 

hängt  vom Kontext  ab,  Übersetzung  als  „Domänenexperten“  üblich)  erfolgen.  Da menschliche 

Einschätzungen  verzerrt  oder  subjektiv  widersprüchlich  sein  könnten,  sollte  ein  6-Augen  oder 

anderweitig  validierender  Prozess  angewendet  werden.  Betrachtet  man  die  vorliegenden 

Datenmengen, so wird klar, dass dies nicht nur kostenintensiv oder zeitaufwendig wäre, sondern in 

vielen Bereichen unmöglich, insbesondere wenn die Analyse zeitnah Ergebnisse liefern soll. Halb-

überwachtes Lernen behebt diesen Engpass, indem es dem Modell ermöglicht, einen Teil oder alle 

der  verfügbaren  unbeschrifteten  Daten  in  sein  überwachtes  Lernen  zu  integrieren.  Das  halb-

überwachte Lernen nutzt dabei sowohl bereits klassifizierte, als auch die initial unklassifizierten 

Daten. Halb-überwachtes Lernen basiert auf zwei bis drei Grundannahmen: smoothness assumption 

(dt. „Ähnlichkeitsannahme“)  [60], cluster assumption („Clusterannahme“)  [61] und der manifold 

assumption  („Mannigfaltigkeitsannahme“)  [60].  Die  Ähnlichkeitsannahme impliziert,  dass  wenn 

zwei Datensätze in Bereichen mit einer hohen Dichte nahe beieinander liegen, sie sich in ihren 

Klassen  ähnlich  sind.  Entsprechend  ist  für  Punkte  in  Bereichen  mit  geringerer  Dichte  die 

Wahrscheinlichkeit höher, dass sie zu unterschiedlichen Klassen gehören. Dies bedeutet wiederum, 

das in Räumen mit geringer Dichte vermutlich die Klassengrenzen liegen. Die  Clusterannahme, 

eigentlich  eine  logische  Ableitung  der  Ähnlichkeitsannahme,  postuliert,  dass  Punkte  im  selben 

Cluster zur selben Klasse gehören. Die Mannigfaltigkeitsannahme geht davon aus, das sich Daten 

die  sich  lokal,  in  einem  geringer  dimensionalen  Subraum,  ähneln,  auch  in  einem  hoch-

dimensionalen  Raum  ähneln.  Dies  ermöglicht  die  Anwendung  von  Ähnlichkeitsanalysen  im 

niedrig-dimensionalen  Raum  und  dadurch  einem  geringerem  Einfluß  des  „Fluchs  der 

Dimensionalität“. 

Hinsichtlich der Forschungsrichtungen existieren verschiedene Ansätze. 

Halb-überwachtes  Lernen  mit  seinen  gegenwärtig  4  Bereichen  [62,  p.  8  ff.],  [63] erfährt  im 

wissenschaftlichen Umfeld momentan große Aufmerksamkeit, sodass zukünftig weitere Ansätze zu 

erwarten sind [64]:

• Halb-überwachtes Lernen mit  Graphen: Gemeinsamkeit dieser Methoden ist es, dass die 

Daten als Knoten und die paarweisen Abstände durch die Kanten abgebildet werden. Die 

minimale Entfernung zwischen 2 Punkten kann nun als kürzester Pfad zwischen den beiden 

Punkten  beschrieben  werden.  Die  Mannigfaltigkeit  wäre  somit  die  Krümmung  im 

geodätischen Raum.

27



• Halb-überwachtes  Lernen  mit  generative  Modellen,  wobei  basierend  auf  bedingten 

Wahrscheinlichkeiten  (Bayes),  iterativ  Datenpunkte  hinzugefügt  werden,  d.h.  Punkte  die 

eine hohe bedingte Wahrscheinlichkeit mit den bereits klassifizierten Daten haben, werden 

identifiziert,  diese  Punkte  werden  den  klassifizierten  Daten  hinzugefügt  und  dies  wird 

wiederholt  bis  ein  Abbruchkriterium  eintritt.  Dieser  Iterationsansatz  folgt  der  Idee  des 

expectation maximisation Verfahrens des unüberwachten Lernens. 

• Halb-überwachtes Lernen durch Trennung bei geringer Dichte. Dabei werden Gebiete mit 

geringer Dichte von Datenpunkten, entsprechend der Ähnlichkeitsannahme, als Gebiete mit 

einem wahrscheinlichen Klassenwechsel betrachtet.  Grundsätzlich entspricht die Idee den 

Support Vektor Maschinen (SVM) des überwachten Lernens, wobei die Grenzen zwischen 

den Klassen iterativ abgeleitet werden. Anders jedoch als bei dem induktiven SVM Ansatz 

des überwachten Lernens, fließen in dem transduktiven Vorgehen der semi supervised SVM 

Version (TSVM) die Geometrie bzw. Dichte der unklassifizierten Punkte in die Schätzung 

der Klassengrenzen mit ein [65].

• Halb-überwachtes  Lernen  mit  Änderung der Darstellung/  Perspektive.  Diese  Bereich 

verfolgt einen ähnlichen Ansatz wie der Bagging des überwachten Lernens. Hier ist das Ziel, 

verschiedene Modelle mit unterschiedlichen Ansichten der Daten zu trainieren. Im Idealfall 

ergänzen sich diese Ansichten und die Modelle können zusammenarbeiten, um die Leistung 

des  anderen  zu  verbessern.  Diese  Ansichten  können  sich  auf  unterschiedlichste  Weise 

differenzieren, z. B. in den von ihnen verwendeten Funktionen, in den Architekturen der 

Modelle oder in den Daten, mit denen die Modelle trainiert werden. Grundsätzlich werden 

in einem ersten Schritt sämtliche Daten mit Hilfe von unsupervised learning Algorithmen 

analysiert. Dabei sollte eine neue Perspektive auf die Daten bzw. Modell entstehen. In einem 

zweiten Schritt, wird nun dieses neue Modell mit einem supervised learning Algorithmus 

auf die klassifizierten Daten angewendet[62, p. 10 ff.]. Ein leistungsstarker Ansatz ist das 

Tri-Training  [66] bei dem 3 Modelle auf dem gleichen - mittels bootstrapping variierten - 

Trainingsdatensatz,  trainiert  werden.  Datenpunkte  werden für  klassifiziert  erklärt,  sobald 

alle Modelle zur gleichen positiven Klassifizierung kommen. Die Datenpunkte werden dann 

dem jeweilige Trainingsset hinzugefügt. Eine Erweiterung des Ansatzes, und in gewissem 

Sinne eine antagonistische Perspektive,  fügt  die Daten zu dem Trainingsset I  nur hinzu, 

wenn der Klassifikator I den Datensatz mit einer anderen Kategorie klassifizieren würde, als 

die  beiden  anderen  Klassifikatoren.  Somit  wird  der  Klassifikator  speziell  in  seinen 
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Grenzbereichen  optimiert  [67].  Dies  entspricht  der  Idee  des  Boostings  innerhalb  des 

überwachten Lernens (Kapitel 2.4.1)

Ein Ansatz nutzt  die klassifizierten Datensätze um das Cluster Modell zu identifizieren und die 

unklassifizierten Datensätze um die Clustergrenzen genauer  abzugrenzen  [48].  Dies kann später 

wiederum die Grundlage für weitere Klassifizierungsalgorithmen sein, die dann auf eine breitere 

Datenbasis zurückgreifen können. Die bisherigen Publikationen mit Bezug auf das halb-überwachte 

Lernen  zeigen  viele  Potentiale  auf,  auch  wenn  auf  Algorithmenebene  noch  viele  Unklarheiten 

herrschen [68].
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2.5 Ähnlichkeits- und Distanzmaße
Zur Identifikation zusammenhängender Gruppen oder Muster ist grundsätzlich die Ähnlichkeit oder 

Unähnlichkeit  der  Untersuchungsobjekte  zu  bestimmen.  Die  verwendeten  Metriken  bestimmen 

maßgeblich  die  möglichen  Algorithmen  des  überwachten  oder  unüberwachten  Lernens.  Die 

Bestimmung der Ähnlichkeit oder Distanz hängt wiederum unter anderem von den Metriken der 

Daten ab.  Das folgende Kapitel  gibt  einen Überblick  über  die  unterschiedlichen Konzepte  und 

erhebt keinen Anspruch auf Vollständigkeit.

Ähnlichkeits-  und  Unähnlichkeitsmaße  stehen  im  Zusammenhang.  Eine  Ähnlichkeitsmaß  für  2 

Objekte, ob Punkte oder Cluster, hat typischerweise den Wert 0 wenn sie sich nicht ähnlich sind. Je 

größer der Wert, desto ähnlicher sind sich die Paare. Typischerweise drückt der Wert 1 Identität aus. 

Unähnlichkeit  wird  dazu  im  Gegensatz  definiert,  d.h.  Ähnlichkeit  =  1  –  Unähnlichkeit. 

Unähnlichkeit wird häufig auch als Distanz bezeichnet [48, p. 65 ff.]. Ist die Ähnlichkeit aus Sicht 

beider  Paare  identisch,  spricht  man  von  symmetrischen  Maßen.  Ein  typischer  Vertreter  ist  die 

Minkowski Distanz. Ist die Richtung entscheidend für die Distanz, spricht man von asymetrischen 

Distanzen oder Ähnlichkeitsmaßen, wozu bspw. die Jaccard oder die Kullback Leibler Divergenz 

zählen.

Metrisch skalierte Attribute

Für  metrische  skalierte  features lassen  sich  Entfernungen  definieren  und  messen.  Bekannte 

metrische Distanzmaße sind die klassische euklidische Distanz (p=2) und die Manhattan Distanz 

oder taxicab distance (p=1). Generisch lässt sich dies mit der Minkowski Distanz darstellen:

X =(x1 , x2 ,…, xn) und Y = ( y1 , y2, ... , yn) ∈ set Rn

d (X , Y )p = (∑
i

n

‖x i− y i‖
p)

1
p mit 0 < p < ∞ [69]

Die  Minkowski  Distanz  setzt  für  eine  sinnvolle  Anwendung  die  Unabhängigkeit  der  Attribute 

(Orthogonalität) voraus. Korrelieren die Attribute stark miteinander, werden die Distanzen verzerrt 

und  tendenziell  zu  gering  berechnet,  und  demzufolge  wird  eine  stärkere  Nähe  suggeriert 

(Multikollinearität).

Obwohl es sich um ein etabliertes Entfernungsmaß handelt, ist die Minkowski Entfernung nicht 

maßstabsunabhängig,  d.h.  dass die berechneten Entfernungen in Abhängigkeit  der Einheiten der 

Features möglicherweise verzerrt sind. Typischerweise sollten die Daten normalisiert werden, bevor 

30



die  Distanzmaße  verwendet  werden  können.  Darüber  hinaus  werden  diese  Distanzen  mit 

zunehmender Dimensionalität der Daten , d. h. Anzahl der Features, weniger nützlich. In hohen 

Dimensionen tritt das Phänomen auf, welches als „Fluch der Dimensionalität“ bezeichnet wird: Das 

Verhältnis zwischen dem nächsten und dem entferntesten Punkt nähert sich 1 (bei Gleichverteilung 

in Rn), d.h. die Punkte sind im Wesentlichen gleich voneinander entfernt. Dieses Phänomen kann für 

eine  Vielzahl  von  Distanzmetriken  beobachtet  werden,  ist  jedoch  für  die  euklidische  Metrik 

ausgeprägter als beispielsweise für die Manhattan-Distanzmetrik. Die Prämisse der Suche nach dem 

nächsten Nachbarn ist, dass "nähere" Punkte relevanter sind als "entferntere" Punkte, wenn aber alle 

Punkte  im  Wesentlichen  gleichmäßig  voneinander  entfernt  sind,  ist  die  Unterscheidung 

bedeutungslos. Im gewissen Umfang kann dem durch ein p<1 entgegengewirkt werden [70], [71] 

was dann lt. Definition keine Distanzmetrik wäre, da die Dreiecksungleichung nicht mehr erfüllt ist.

Mahalanobis Abstand

Im Rahmen einer Clusteranalyse verwendet man häufig den Mahalanobis-Abstand als Alternative 

zur Minkowski Distanz [72]. Die Grundidee dabei ist, zu messen wie viele Standardabweichungen 

ein Punkt vom Mittel entfernt ist. Während die Minkowski Distanz die Unabhängigkeit der Features 

voraussetzt (orthogonale Achsen), korrigiert der Mahalanobis Abstand dies zusätzlich mit Hilfe der 

Kovarianz Matrix. Somit korrigiert sie eine Übergewichtung, die bei korrelierenden Achsen den 

Abstand verzehrt. Wenn die Kovarianz Matrix diagonal ist, entspricht die Mahalanobis-Distanz der 

euklidische Distanz. Alternativ könnte dies durch eine Vorschaltung einer PCA, vor der Berechnung 

der Standard Minkowski Distanz,  erreicht werden. Problematisch ist  die  Anfälligkeit  gegenüber 

Ausreißern [73], die gegebenenfalls vorab bereinigt werden sollten.

Ci=
1
n i

X̂T X̂  Kovarianz für Cluster i

S=1
n∑n=1

g

mi c i gepoolte Kovarianz für alle Cluster mit:

m = Anzahl der Elemente in Gruppe i

n = Anzahl aller Element

DM=√(x−x )T S1(x−x) Mahalanobis Distanz
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Ordinal skalierte Attribute

Ordinal skalierte Variablen lassen sich nicht mit der Minkowski Distanz bestimmen. In diesem Fall 

wird  in  verbreiteten  Verfahren  die  Anzahl  der  Löschen,  Verschieben  und Einfügeoperationen 

betrachtet, die notwendig sind, um zwischen den zu vergleichenden Datenpunkten einen identischen 

Vektor zu erhalten. Ein typisches Maß ist die ULAM Distanz. Illustrieren lässt sich dies wie folgt: 

Gegeben sind fünf Alternativen: A1, A2, A3, A4 und A5.

Präferenz Nutzer 1: X=(A1, A2, A3, A4, A5)

Präferenz Nutzer 2: Y=(A1, A2, A5, A4, A3)

 Schritt 1: 

Löschen: Y=(A1, A2,   , A4, A3)

Verschieben: Y=(A1, A2, A4, A3)

Einfügen: Y=(A1, A2, A4, A3, A5)

Schritt 2:

Löschen: Y=(A1, A2,A4,    , A5)

Verschieben: Y=(A1, A2, A4, A5)

Einfügen: Y=(A1, A2, A3, A4, A5)

Die resultierende ULAM Distanz beträgt: 2

Weitere bekannte Maße für ordinal skalierte Skalen sind Hamming Distanz, Kendal Distanz, Cayley 

Distanz und die Spearman Distanz [69].

Binär und kategorial skalierte Attribute

Für binär skalierte Variablen kann man im Grunde nur die Anzahl der Unterschiede zählen. Dafür 

existieren  eine  Vielzahl  an  Verfahren  zur  Messung  [74].  Die  beiden  nachfolgenden  Distanzen 

beschreiben die üblichsten Distanzmaße.

Hamming Distanz

Die Hamming-Distanz misst die Anzahl der Werte, die sich zwischen zwei Vektoren unterscheiden. 

Diese wird gewöhnlich verwendet, um zwei binäre Zeichenfolgen gleicher Länge zu vergleichen, 

kann aber auch auf ordinale Skalen angewendet werden. 

Jaccard-Koeffizient

Der Jaccard-Index beschreibt eine Statistik, die zum Vergleich der Ähnlichkeit und Unähnlichkeit 

von Stichprobensätzen verwendet wird. Er errechnet sich aus der Schnittmenge dividiert durch die 

Größe  der  Vereinigung der  Stichprobensätze.  Obwohl  dieser  Ansatz  relativ  alt  und einfach  ist,  
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basieren  viele  Analysen  zur  Ähnlichkeit  von  Gruppen  in  Sozialen  Medien  auf  ihm  [75]–[77]. 

Empfehlungssysteme (engl. Recommender Systems, siehe Kapitel  2.6.5) bedienen sich seiner zur 

Bestimmung der Unähnlichkeit um die Empfehlungen vielfältiger zu gestalten [78]. Hier wird der 

Anteil errechnet zwischen der Anzahl der Artikel oder Produkte, für die zwei Benutzer gemeinsam 

abgestimmt haben und die Anzahl der verschiedenen Artikel oder Produkte, für die beide Benutzer 

insgesamt gestimmt haben, d.h. die Schnittmenge dividiert durch die Vereinigung der abgestimmten 

Punkte [79].

SJ ( A , B)=
|A∩B|
|A∪B|

 Jaccard Ähnlichkeitsmaß/ Koeffizient

Ein bedeutender Nachteil des Jaccard-Indexes ist, dass er stark von der Größe der Daten beeinflusst 

wird. Große Datensätze können einen großen Einfluss auf den Index haben, da sie die Vereinigung 

erheblich erhöhen könnten, während die Schnittmenge ähnlich bleibt.

Bei kategorialen Variablen, d.h. die nominale Variable besitzt mehr als zwei Ausprägungen, wird 

oftmals die binäre nominale  Variable mit k Ausprägungen in eine binäre Darstellung mittels der 

One-Hot  Kodierung  in  k  neue  Variablen transformiert,  dies  ist  jedoch  nicht  zwingend.  Die 

Reihenfolge ist dafür unerheblich. 

Gemischte Skalen

In  der  Praxis  haben  wir  nur  sehr  selten  Messskalen  eines  einzigen  Typs.  In  praktischen 

Untersuchungen  im  sozialwissenschaftlichen  Umfeld  haben  die  zugrundeliegenden  Daten  aus 

gemischten Messskalen mit nominalen, ordinalen und metrischen Skalen. Für einen typischen Fall 

einer Person, welche Beiträge in einer  problem solving platform (dt. „Problemlösungsplattform“) 

teilt, ist das Geschlecht nominal, die Themen welche er liest oder beantwortet sind kategorial, die 

Häufigkeit in der monatlich Beiträge besucht oder beantwortet werden und die Länge der Beiträge 

metrisch. Dabei sollte das Geschlecht nur einen geringen Einfluss haben, und die Häufigkeit mit 

denen Nutzer Beiträge teilen wird in der Regel deutlich kleiner sein als die Anzahl der Wörter der 

Beiträge. Dies stellt ein Problem dar.

Um die Distanzen zwischen den Objekten trotzdem bestimmen zu können wird meist wie folgt 

vorgegangen:

• regelmäßig werden nur normalisierte Distanzen oder Ähnlichkeiten für alle metrischen 

Attribute verwendet 
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• die Gewichtung wird für jedes Attribut bestimmt (entweder gleichverteilt oder basierend auf 

individuellen Annahmen)

• die allgemeine aggregierte Ähnlichkeit gibt den gewichteten Wert der Distanzmatrizen aller 

Merkmalsvariablen an

Kosinus Ähnlichkeit 

Die Kosinus  Ähnlichkeit  bezeichnet  man auch als  Winkelabstand.  Die Kosinusähnlichkeit  wird 

traditionell  und  häufig  im  Text  Mining  (NLP)  eingesetzt.  Jedoch  kann  sie  generell  eingesetzt 

werden wenn hochdimensionale Daten vorliegen. Der Text wird dabei in einem Korpus abgelegt, 

der die vorkommenden Wörter und weitere Informationen wie ihre Frequenz (Häufigkeit) oder die 

Wortart enthält („POS tagging“). Die einzelnen Einträge im Korpus eines Dokuments werden als 

Attribute aufgefasst und können als Vektor dargestellt werden. Somit kann das Kosinus Winkelmaß 

zwischen den Vektoren bestimmt werden. Je geringer der Winkelabstand ist, desto ähnlicher sind 

sich die Texte oder Objekte. Bezogen auf den Iris Datensatz lässt sich der Unterschied und die  

unterschiedliche Aussagekraft zwischen einer metrischen Ähnlichkeit und der Kosinus Ähnlichkeit 

anschaulich demonstrieren:

Die Clusterung mit euklidischem Abstand zeigt, dass die Summen von Blattlänge und -breite bei 

den violetten und blaugrünen Punkten ähnlicher zueinander sind, als die Summe von Blattlänge und 

-breite der gelben Punkte. Das bedeutet, dass Flächeninhalt der Blütenblätter ähnlicher zwischen 

violetten und blaugrünen Punkten als zu den gelben Punkten ist1. Die Clusterung nach Kosinus-

Ähnlichkeit sagt uns, dass das Verhältnis von Breite und Länge zwischen blaugrünen und gelben 

1 Summe der Sepal-Länge und Breite, wenn die Werte logarithmiert sind (logb(P·Q) = logb(P) + logb(Q)), alternativ 
ginge natürlich auch das Produkt, wenn die Werte nicht logarithmiert sind
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Punkten im Allgemeinen enger ist als zwischen gelben und violetten. Dies zeigt, dass blaugrüne und 

gelbe  Blüten  wie  eine  vergrößerte  Version  der  anderen  aussehen,  während  violette  Blüten  im 

Vergleich eine breitere und kürzere Form haben  [80]. Damit zeigt sich, dass der Winkelabstand, 

obwohl er heute vorrangig im NLP eingesetzt wird, auch in anderen Bereichen des Data Minings 

interessante Erkenntnisse liefern kann.

Aufgrund  der  Popularität  und  breiten  Einsatzmöglichkeit  wird  das  Kosinus  Ähnlichkeitsmaß 

unterschiedlich  definiert.  In  der  ursprünglichen  Form  wurde  die  Größe  der  Vektoren  nicht 

berücksichtigt, d.h. nur das Vorhandensein eines Merkmals, nicht jedoch seine Anzahl oder Stärke, 

oder das Verhältnis des Merkmals zur Größe des Gesamtkorpus. Dies stellt einen Nachteil dar, da 

lediglich die Richtung der Vektoren berücksichtigt wird, nicht jedoch deren Größe. In der Praxis 

bedeutet dies, dass die Werteunterschiede nicht vollständig berücksichtigt werden und bedeutet z. B. 

für  ein  Empfehlungssystem,  dass  die  Kosinus-Ähnlichkeit  nicht  den  Unterschied  in  der 

Bewertungsskala zwischen verschiedenen Benutzern oder die Gesamtanzahl der bewerteten Artikel 

berücksichtigt.  Aus  diesem  Grund  existieren  Erweiterungen  des  Kosinus  Ähnlichkeitsmaßes, 

welche  die  Häufigkeit  des  Auftreten  eines  Merkmals  und  als  auch  die  Größe  des  Korpus 

berücksichtigen. Im Kontext der Analyse von Social Media Daten, können mit Hilfe des NLP und 

dem Kosinus Winkelmaßes ähnliche Texte vorklassifiziert  werden und somit klassische Cluster-

Analysen  ermöglichen. Dabei  profitieren  die  Algorithmen  von  der  rechnerisch  geringen 

Komplexität des Kosinus Winkelmaßes, insbesondere in spärlich besetzten Vektoren [81], [82].

SC(X , Y )= X∗Y
⟦X ⟧⟦Y ⟧

 Kosinus Ähnlichkeit

DC(X ,Y )=1−Sc (X ,Y ) Kosinus Distanz

Relativ neu ist die Verwendung der normierten Winkel Distanz [83], [84], welche die Genauigkeit 

für kleine Winkelmaße verbessert, aber inhaltlich den Aussagen zur Kosinus Ähnlichkeit entspricht. 

Obwohl dadurch die Dreieckungleichung erfüllt  wird,  und es sich somit um eine echte Distanz 

Metrik handelt, ist sie aufgrund der höheren Rechenkomplexität bisher wenig verbreitet.

Dθ=
arccos(SC)

(π)
 Winkel Distanz

Kullback-Leibler-Divergenz

Die Kullback-Leibler-Divergenz, DKL(P  Q) ist ein statistisches Abstandmaß. Sie gibt an, wie sich∥  

eine  Wahrscheinlichkeitsverteilung  Q  von  einer  zweiten  Wahrscheinlichkeitsverteilung  P unter-

scheidet. 
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DKL=∑
x∈X

P(x ) log (
P(x)
Q(x )

) für diskrete Wahrscheinlichkeitsverteilungen

und DKL=∫
−∞

∞

P(x ) log (
Q(x)
P(x )

) für kontinuierliche Wahrscheinlichkeitsverteilungen

Die KL Divergenz ist keine klassische Distanz, da sie die Dreiecksungleichung nicht erfüllt. Sie ist 

asymmetrisch, d.h. DKL(P  Q) ∥ ≠ DKL(Q  P). Wenn die beiden Verteilungen Q,P identisch sind, ist∥  

DKL  = 0. Die KL Divergenz ist nicht normiert, d.h. ihre Größe sagt nur im Kontext des gleichen 

Datensatzes über die Größe der Unähnlichkeit aus [85, p. 6]. Trotz ihrer Schwächen ist die DKL stark 

verbreitet im Data Mining, z.B. in der Multi-Instanz Klassifikation („information gain“) oder der 

Visualisierung hochdimensionaler Räume [86, p. 473 ff.], [87]. Die obigen Schwächen werden z.B. 

durch die Jennsen Shannon Distanz, welche auf der DKL basiert, beseitigt.

DJS=√∑ p(x) log 2 p(x)
p (x)+q (x)

+q( x) log(
2 q(x )

p (x)+q (x)
)

für diskrete Wahrscheinlichkeitsverteilungen (kontinuierliche Verteilungen analog)

Zentralitätsmaße

In den Untersuchungen sozialer Netzwerke werden häufig sogenannte Zentralitätsmaße („centrality 

measures“)  z.B.  zur  Vorhersage  der  Einflußausbreitung  (Kapitel  2.6.1)  oder  der 

Verbindungsvorhersage (Kapitel  2.6.4) verwendet.  Diese messen zwar keine Ähnlichkeiten oder 

Distanzen,  sondern  geben  einzelnen  Knoten  eine  Gewichtung  oder  Rang,  und  ermöglichen  so 

Knoten hinsichtlich ihrer Bedeutung in dem gegebenen Netzwerk zu beurteilen. Vergleichbar sind 

sie  jedoch  nur  in  ihrem  gegebenen  Kontext  und  bei  vergleichbarer  Datenbasis.  Grundsätzlich 

basieren sie auf der Zählung von Schritten um von einem Knoten zu einem andern zu gelangen. Die 

Nutzung eines Zentralitätsmaßes wird stark durch den Kontext bestimmt. Sollen zentrale Knoten 

bestimmt  werden,  wird  closeness  centrality verwendet.  Closeness  centrality  summiert  die 

Entfernung von einem Knoten zu jedem anderen Knoten, somit haben zentralere Knoten relativ 

kleinere Werte. Die stress centrality misst die absolute Anzahl der kürzesten Pfade, die durch einen 

Knoten verlaufen, während die  betweenness centrality den Anteil der kürzesten Pfade misst, die 

durch einen Knoten verlaufen [88].

2.6 Social Media Data Mining Forschungsgebiete
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Verschiedene Untersuchungen beschäftigen sich mit der Frage, welche Data Mining Techniken bzw. 

Fragen im Kontext von Social Media Data relevant sind. In verschiedenen Publikationen wurden 

Social Media Plattformen untersucht und folgende Themen identifiziert [89]–[93]. 

1. influence propagation (Kapitel 2.6.1)

2. community/ group detection (Kapitel 2.6.2)

3. expert findings (Kapitel 2.6.3)

4. link prediction (Kapitel 2.6.4)

5. recommender systems (Kapitel 2.6.5)

6. predicting trust (Kapitel 2.6.6)

7. behaviour & mood analysis (Kapitel 2.6.7) 

8. opinion mining (Kapitel 2.6.8)

Dabei sind die Themen nicht als abgeschlossene, unabhängige Forschungsgebiete zu verstehen, in 

vielen Gebieten gibt es Überschneidungen und gegenseitige Beeinflussungen.

2.6.1 Einflussausbreitung (Influence Propagation)
Soziale Netzwerke ermöglichen, das sich Personen austauschen und sich durch diesen Austausch in 

ihren Entscheidungen beeinflussen. Dies hat große Relevanz im Hinblick auf die Meinungsbildung 

dieser Gruppen (engl. „communities“) und kann für Marketingzwecke genutzt werden. Aber auch 

im Kontext der gegenwärtigen Pandemie liefert es wertvolle Erkenntnisse und ermöglicht z.B. die 

Identifikation von Gruppen und Themen um beispielsweise die Impfbereitschaft der Bevölkerung 
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zu steigern. Weiterhin können die Erkenntnisse der Einflussausbreitung genutzt werden, um andere 

Forschungsgebiete wie Recommender Systeme (Kapitel 2.6.5 Empfehlungssysteme (Recommender

Systems))  oder  die  Erkennung  von  communities  (Kapitel  2.6.2 Gemeinschaften-  /

Gruppenerkennung (Community / Group Detection) zu unterstützen und vice versa.

Die Einflussausbreitung (engl.  „influence propagation“) basiert auf der Analyse der Verbindungen 

und Knoten.  Diese formen ein Netzwerk aus Knoten (engl.  „vertices“) und ihren Verbindungen 

(engl.  „links/  edges“) zueinander.  Dabei  ist  zwischen  der  Topologie  des  Netzes  und  den 

verschiedenen Aspekten  (engl.  „facets“)  der  Verbindung zu  differenzieren.  Die  Aspekte  die  die 

Ausbreitung im Netzwerk beeinflussen, können zeitlicher Natur z.B. Häufigkeit des Kontakts, Art 

des Netzwerkes d.h. Anzahl und Dichte der Verbindungen oder aber auch soziale Merkmale z.B. 

private oder geschäftliche Kontakte sein.

Die  Eigenschaften  des  Netzwerkes  zu  messen  wird  zunehmend  durch  verschiedene 

Zentralitätsmaße  bestimmt  (Kapitel  „2.5 Ähnlichkeits-  und  Distanzmaße“).  Die  Beziehung 

zwischen zwei Knoten wird durch die Topologie d.h. die Anzahl, Art und Stärke der Verbindungen 

beeinflusst.  Die Stärke der Beziehung wird bestimmt durch die Anzahl und Art der Knoten, die 

während der Diffusion betroffen sind. Ob und in welchem Umfang die Verbindung aktiviert wird, 

hängt wiederum stark vom Aspekt des Netzwerkes ab.

In  einer  aktuellen  Untersuchung  kommen  die  meisten  der  eingesetzten  Methoden,  in  engem 

Zusammenhang mit der community detection, aus dem Bereich der unüberwachten Verfahren (z.B. 

k-means clustering, expectation maximisation clustering, Gaussian Mixture Model) oder Ensemble 

Methoden [94, p. 1084]. Dabei fokussiert sich die Influence Propagation stark auf die Evaluierung 

von  Kennzahlen.  Die  Güte  der  Modelle  wird  dabei  entweder  gemessen  in  Bezug  auf  die 

Eigenschaften der Knoten (engl. „accuracy“) oder der Stärke der Verbindungen (engl. „quality“) 

[94, p. 1100].

Die Accuracy gibt dabei an, in wie weit der identifizierte Knoten korrekt der community zugeordnet 

wurde. Die Bestimmung der  Accuracy setzt eine bekannte Grundwahrheit (engl. „ground truth“) 

über die korrekte Gruppenzugehörigkeit voraus.

Die  Qualitätsmaße  setzen  keine  bekannte  Gruppenzugehörigkeit  voraus,  sondern  messen  die 

strukturelle  Möglichkeit  oder  Wahrscheinlichkeit  basierend  auf  der  Anzahl  und  Stärke  der 

Verbindungen zwischen den Knoten.  Somit  können Qualitätsmaße nur  Aussagen zur  generellen 

Wahrscheinlichkeit der Informationsausbreitung innerhalb des Netzwerkes treffen.
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2.6.2  Gemeinschaften- / Gruppenerkennung (Community / Group 
Detection)
Group detection beschäftigt sich mit der Frage, welche Personen sich ähnlicher sind als andere und 

demzufolge  Gruppen  bilden.  Dies  entspricht  wortwörtlich  der  Clusteranalyse  im  unsupervised 

learning. Die Gruppenbildung kann auf verschiedenen Ebenen oder Granularitäten erfolgen und 

ermöglicht es, Gruppengrößen in der realen Welt zu schätzen, oder verschiedene Untergruppen in 

Clustern  zu  identifizieren  oder  auch  Überschneidungen  sichtbar  zu  machen.  Im  Kontext  der 

gegenwärtigen  Pandemie  ließe  sich  z.B.  die  Überscheidungen  von  „Querdenkern“  und  rechts-

extremen Gruppen untersuchen. Lancichinetti et al [95] und Leskovec [96] geben einen Überblick 

über  die  eingesetzten  Methoden.  Die  Vorgehensweisen lassen  sich  in  drei  Gruppen unterteilen: 

ähnlichkeitsbasierte  Verfahren,  lernbasierte  Verfahren  und  statistische  Probabilitätsmodelle. 

Wesentlich für die Erkennung von Gruppen, sind nicht nur ihre Verbindungen, sondern auch der 

Kontext  oder  die  Themen  welche  über  diese  links  ausgetauscht  werden.  Beispielhaft  für  ein 

statistischen Verfahren  ist  das  Author-Recipient-Topic  Model  (ART)  [97],  welches ein  themen-

basiertes Bayesian network als Grundlage für die Bestimmung der Gewichte der Kanten hat [97]. In 

einem  ähnlichkeitsbasiertem  Ansatz  kombinieren  Zhao  et  al  [98] einen  subspace  clustering 

algorithm  [99] und  eine  graphenbasierte  Linkanalyse.  Mit  Hilfe  des  Clusteralgorithmus  wird 

identifiziert,  welche  Themencluster  grundsätzlich  existieren,  basierend  auf  einer  Ähnlichkeits-

analyse. In nächsten Schritt werden die Individuen den Themenclustern zugeordnet. Abschließend 

wird eine Link Analyse zur Identifikation der sozialen Gruppierungen durchgeführt.

Gasemi  et  al  verfolgen  Ansätze  learn-  und  ähnlichkeitsbasierte  Verfahren  miteinander  zu 

kombinieren  [100].  Dabei  werden  zuerst  relevante  Attribute  (features)  der  Knoten  gelernt,  um 

nachfolgend basierend auf den gewonnen Erkenntnissen mit Hilfe eines subspace clusterings die 

sozialen Gruppen zu identifizieren. 
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2.6.3 Expertenanalyse (Expert Findings)
Unter  Expert  Findings  versteht  man,  wenn versucht  wird,  Experten  in  sozialen  Netzwerken zu 

identifizieren. Experten können dabei als Personen aufgefasst werden, die ein tieferes Verständnis 

eines Themas haben. Verbunden damit sind auch Verfahren, welche das mögliche Themen innerhalb 

eines Netzwerks  a priori  identifiziert sollen. Als Experten können aber auch technische Systeme 

verstanden werden, die spezialisierte Dienste oder Dokumente in Suchmaschinen zur Verfügung 

stellen  [101]. Beispielsweise wäre es denkbar auf Plattformen wie „stackoverflow.com“ Personen 

mit  einem  tiefen  Verständnis  einer  Programmiersprache  zu  identifizieren  und  diese  dann 

hinsichtlich der weiteren Entwicklung der Sprache zu befragen. 

Sollen Experten und ihr Rang innerhalb einer definierte Gruppen bestimmt werden, wird häufig auf 

die  Graphentheorie  und die  Bestimmung via  Zentralitätsmaße zurückgegriffen.  Zentrale  Knoten 

sind bestimmend für diese Gruppen und können als Experten innerhalb dieser Gruppe identifiziert 

und anschließend Nutzern vorgeschlagen und durch diese befragt werden. Somit kann den Experten 

ein Wissensniveau oder ein Rang innerhalb des Netzwerks zugewiesen werden. 

Eine weitere Gruppe von Verfahren basiert auf der Analyse der Beiträge verschiedener Nutzer um 

das wahrscheinliche Thema zu identifizieren. Die  probabilistic latent semantic analysis (PLSA), 

untersucht welche Wörter in den Dokumenten gleichzeitig vorkommen. Das Thema ist dabei latent, 

d.h. es wird nicht explizit erwähnt. Basierend auf den Wahrscheinlichkeiten, wird dann ein Wort für 

das  Thema aus  dem Korpus vorgeschlagen  [102],  [103].  Die  Identifikation  von Experten  kann 

anschließend nach dem obigen Verfahren innerhalb der Themengruppe erfolgen

Eine andere Verfahrensgruppe beschäftigt sich mit der Optimierung von peer-to-peer Netzwerken 

(P2P).  Diese  Netzwerke  ermöglichen  den  direkten  Austausch  von Medien  zwischen  zwei  oder 

mehreren Nutzern (peers).  Dabei werden die Medien nicht zwingend von einer Quelle geladen, 

sondern Medienteile von von verschiedenen Quellen. Zur Identifikation der „besten“ Quelle (aka 

„Experten“) wird analysiert, welche Teile am seltensten im Netzwerk vorhanden sind, und diese 

werden bevorzugt geladen. Als Experte wird somit die Quelle bezeichnet, die die seltensten und 

damit speziellsten Daten zur Verfügung stellen kann. Damit wird die Ausbreitung der Medien auf 

möglichst viele  peers beschleunigt,  da die verfügbaren Datenblöcke gleichmäßig zur  Verfügung 

stehen [104].

2.6.4 Verbindungsvorhersage (Link Prediction)
Link  prediction  beschäftigt  sich  mit  dem  Aufbau  und  Abbau  von  Netzwerken  und  ihren 

Verbindungen. Durch die Analyse von Informationen über einen Knoten/ Nutzer lässt sich ableiten, 
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welche Interaktionen in der näheren Zukunft wahrscheinlich sind oder fehlen. Damit lassen sich 

z.B. Aussagen ableiten, wie Gruppen wachsen oder sich anderweitig verändern. Dies kann genutzt 

werden,  um Gruppenveränderungen zu antizipieren  oder  aber  auch Nutzern  sozialer  Netzwerke 

mögliche Verbindungen zu anderen für sie interessanten Nutzern vorzuschlagen [105]–[107]. 

Die Verbindungsvorhersage-Algorithmen werden im Allgemeinen in unüberwachte und überwachte 

Verfahren  kategorisiert.  Ähnlichkeitsmessungen  basieren  grundsätzlich  auf  unüberwachten 

Methoden. Überwachte Methoden betrachten Verbindungsvorhersagen als Klassifikationsprobleme. 

Letztere werden aktuell angewendet und liefern in der Regel die genaueren Ergebnisse [100]. Dabei 

steht man vor zwei grundsätzlichen Herausforderungen. Soziale Netzwerke sind zum einen oft nicht 

vollständig abgebildet oder erfasst, da nur ein Teil der Informationen in den sozialen Netzwerken 

überhaupt zur Verfügung steht und damit gesammelt werden können. Die zweite Herausforderung 

ist der zeitliche Kontext in dem die Verbindungen bestehen. Der zeitliche Kontext ergibt sich nicht 

nur aus der zeitlichen Nähe der letzten Aktion eines Nutzers, sondern auch aus dem Lebensalter der 

Nutzer.  Die  Nutzung  der  einzelnen  Medien  und  deren  Frequenz  ist  entscheidend  durch  das 

Lebensalter geprägt [108]. Speziell für die Vorhersage von Beziehungen zwischen älteren Nutzern, 

demonstrieren Kamoun at al an einem Prototypen [109], dass die Einbeziehung von geo-temporalen 

Informationen die Vorhersagequalität positiv beeinflusst. 

2.6.5 Empfehlungssysteme (Recommender Systems)
Empfehlungssysteme ermöglichen es den Nutzern neue Inhalte und Dienste vorzuschlagen. Dies 

basiert auf Ähnlichkeiten zu Suchanfragen oder verwandten Aktivitäten und basiert grundsätzlich 

auf der Analyse von Homonymen, Synonymen, Konnotationen sowie Präferenzen von als ähnlich 

identifizierten Nutzern. Dabei werden Informationen über die Präferenzen ihrer Benutzer für eine 

Reihe  von  Elementen  (z.B.  Filme,  Lieder,  Bücher,  Anwendungen,  Websites,  Reiseziele  etc.) 

gesammelt.  Die  Informationen  können  explizit  (in  der  Regel  durch  das  Sammeln  von 

Benutzerbewertungen) oder implizit (in der Regel durch die Überwachung des Benutzerverhaltens) 

erfasst werden. Diese Informationen können durch demografische Daten des Nutzers wie z.B. Alter 

und Geschlecht,  sozialen  Informationen  wie  z.B.  followers  und  posts  in  sozialen  Medien  oder 

ortsbasierte Informationen wie GPS Koordinaten erweitert werden. Dabei wird versucht die Balance 

zwischen genauen Vorschlägen, ähnlichen Vorschlägen und neuartigen Vorschlägen zu finden [78]. 

Grundsätzlich existieren zwei Ansätze zur Filterung der der relevanten Vorschläge: Kollaboratives 

(collaborative) und inhaltsbasierte (content-based) filtern.
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Inhaltsbasierte  Filterung  gibt  Empfehlungen  basierend  auf  Benutzerentscheidungen,  die  in  der 

Vergangenheit  getroffen  wurden.  Dies  können  Artikel  sein  die  ein  Benutzer  gekauft,  gehört, 

angesehen und positiv bewertet hat. Die inhaltsbasierte Filterung generiert außerdem Empfehlungen 

unter  Verwendung des  Inhalts  von Objekten  für  Empfehlung.  Dabei  können  bestimmte  Inhalte 

analysiert  werden,  wie  z.B.  Text,  Bild  und  Ton.  Die  Ähnlichkeit  zwischen  Objekten  dient  als 

Grundlage für die Empfehlung von Produktion, Seiten etc. [110]. Inhaltsbasierte Filterung hat zwei 

grundsätzliche Herausforderungen: die sichere automatische Erkennung von Ähnlichkeiten und die 

Gefahr nur sehr ähnliche Artikel vorzuschlagen, jedoch keine neuartigen [78].

Kollaboratives  Filtern  gibt  Empfehlungen  basierend  auf  Daten  von  Benutzern  mit  ähnlichem 

Interessen. Die grundlegende Annahme ist, dass ähnliche Nutzer ähnliche Interessen an ähnlichen 

Artikeln haben. Die Korrelation zwischen den Nutzern wird in der Regel anhand von gemeinsamen 

bewerteten  items  gemessen  (benutzerbasierte  kollaboratives  Filtern),  kann  jedoch  auch  durch 

soziale  Netzwerke,  im  Internet  frei  verfügbare  verknüpfte  Daten  (linked  open  data)  oder 

geografische  Informationen  bestimmt  oder  verbessert  werden  [71]–[74].  Die  Genauigkeit  von 

Systemen auf der Grundlage von kollaborativer Filterung hängt von der Bereitschaft des Benutzers 

ab, Bewertungen abzugeben. Die Bereitstellung von Bewertungen erfordert zusätzlichen Aufwand 

den  Benutzer  und  Benutzer  neigen  dazu  dies  zu  vermeiden.  Dies  verursacht  zwei  Arten  von 

Problemen.  Datensparsität,  d.h.  für  viele  Artikel  gibt  es  keine  Bewertungen  und  das 

Kaltstartproblem, d.h.  neue Artikel  oder User  haben zu Beginn noch keine Bewertungen  [111]. 

Gegenwärtig werden die verschiedenen Ansätze zu hybriden Verfahren kombiniert.

2.6.6 Vertrauensanalyse (Predicticting Trust/ Distrust Among 
Individuals)
Durch  die  Verlagerung  sozialer  Kontakte  aus  der  realen  Welt  in  die  Sozialen  Medien,  ist  die 

Relevanz von Vertrauen und Misstrauen innerhalb von Gruppen in den sozialen Medien gestiegen. 

Bisherige persönliche Kontakte werden durch virtuelle Kontakte ersetzt und erlernte soziale Muster 

funktionieren nicht.  Auch wenn die persönliche Einstellung zu Vertrauen und Misstrauen gleich 

bleibt, ist jedoch das strukturelle Vertrauen grundsätzlich anders zu evaluieren [112]. Die Arbeiten 

fokussieren  sich  auf  die  Vorhersage  von  Vertrauen  in  ungerichteten  Netzwerken  (unsigned 

networks/ interaction based models) und gerichteten Netzwerken (signed networks/ graph based 

models).  In  gerichteten  Netzwerken  wird  das  Vertrauen  der  Nutzer  hinsichtlich  eines  direkten 

Nachbarschaftsknoten durch drei Graphentypen abgebildet: Vertrauen (trust), Misstrauen (distrust) 

und beziehungslos („no relation“) angegeben. Ziel ist es, über Ketten das Vertrauen/ Misstrauen 

zwischen  zwei  Knoten  vorherzusagen,  die  in  keinem  direkten  Zusammenhang  stehen.  In 
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ungerichteten Netzwerken ist dies nicht der Fall und muss aus dem Kontext oder via Kennzahlen 

abgeleitet werden. Opuszko et al nutzt z.B. Aktualisierungsraten von Wikipedia Artikeln um darauf 

aufbauend Markov Ketten zu  generieren  und darauf  aufbauend die  Qualität  der  Artikel  und so 

indirekt das Vertrauen abzubilden [113]. Das Vertrauen/ Misstrauen ist dabei häufig binär abgebildet 

(1/0) und entspricht damit nicht der realen Welt. Um dies realitätsnäher zu modellieren, versuchen 

die verschiedenen Modelle den zeitlichen Kontext oder den inhaltlichen Kontext in ihre Modelle zu 

integrieren  und  dementsprechend  Ränge  oder  Gewichte  einfließen  zu  lassen.  [114]–[116].  Die 

Mehrzahl der Arbeiten beschäftigt sich mit gerichteten Netzwerken [117]–[123]. Jedoch scheint das 

Forschungsfeld insgesamt etwas an Dynamik verloren zu haben. Ghafari et al führen aus, dass zur 

Validierung der Modelle wenig Benchmark Datensätze zur Verfügung stehen. Ein oft referenzierter 

Datensatz basierend auf Epinions wird nicht mehr aktualisiert. Auf epinions.com konnten Nutzer 

Produkte beurteilen und die Verfasser solcher Beurteilungen hinsichtlich ihrer Vertrauenswürdigkeit 

bewerten. Die Plattform stellte die aktive Beurteilung 2014 ein und schloss die Seite 2018 endgültig 

[124]. Ein weiteres Problem stellt die Komplexität der Berechnung dar, welche oftmals eine nicht-

akademische Anwendung verhindert [125].

2.6.7 Verhaltens und Stimmungsanalyse (Behaviour And Mood 
Analysis)
Eines  der  Ziele  von  Verhaltens-  und Stimmungsanalyse  (Behaviour  and Mood Analysis) ist  es, 

festzustellen, wie sich die Nutzer sozialer Netzwerke gegenseitig beeinflussen. D.h. alle Analysen, 

welche untersuchen, wie ein einzelnes Individuum auf präsentierte Inhalte reagiert (z.B. durch das 

Klicken auf Werbung oder der Art wie Diskussionen im Internet geführt werden). Im Rahmen der 

Pandemie z.B. wurde festgestellt, dass die größere Anonymität der sozialen Medien zu verstärkten 

Beschimpfungen führt  [126].  Darüber hinaus versuchen diese Modelle, aufkommende Trends zu 

erfassen, welche durch die Interaktionen und Entscheidungen einzelner Nutzer verursacht werden. 

Chameley et al [127] beschreiben 2013, basierend auf einen Gauß-Modell zwei Ansätze. Unter der 

Annahme, dass jede Meinung/ Einschätzung zu einem Thema grundsätzlich richtig und nur durch 

einen individuellen Bias verzehrt  ist,  führt  eine große Anzahl von Meinungen zu einem Thema 

dazu,  dass  die  Varianz  des  Modells  hinsichtlich  eines  Konsens  oder  Erwartungswert  abnimmt. 

Dementsprechend  nimmt  die  Unsicherheit  für  die  Vorhersage  des  Verhaltens  ab  und  wird 

schlussendlich  den wahren Wert  annehmen.  Dies  entspricht  dem Ansatz des  wissenschaftlichen 

Realismus  [128].  Im  zweiten  Modell  werden  die  Annahmen  dahingehend  geändert,  das  die 

individuellen  Einschätzungen  aus  einem  Pool  mit  endlichen  Möglichkeiten  kommen.  Jede 

individuelle Meinung, die vom wahren Wert abweicht, erhöht die Varianz des Modells und damit 
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die Unsicherheit der Individuen [127]. In aktuellen Beiträgen wird, basierend auf dem Konzept der 

agent-based-modeling  (ABM),  um  die  Gewichte  der  Verbindungen  zu  bestimmen  jeweils  die 

individuellen Eigenschaften der Knoten (aka Teilnehmer) wie Sturheit d.h. dem Beharrungsdrang 

des Individuums und den speziellen Kontext berücksichtigt. Damit wird versucht die Beeinflussung 

durch andere Teilnehmer oder die Kosten der Informationsbeschaffung abzubilden und damit die 

gegenseitige Beeinflussung zu simulieren. Die Simulationen skaliert grundsätzlich jedoch schlecht 

und stößt bei Analysen großer sozialer Netzwerke an ihre praktischen Grenzen. Wenn die Anzahl 

der Benutzer groß wird, wird die Berechnung der Lösung aufgrund der erhöhten Wechselwirkungen 

und der Rückkopplungen zwischen den Benutzern sehr komplex. Ein aktueller, interessanter Ansatz 

ist die Einführung der „Mean Field Game Theorie“. Dies basiert auf der „Mean Field Theorie“ der 

Physik, mit der die Wirkung von vielen Teilchen auf Einzelne analysiert wird. Unter der Annahme 

einer  große  Anzahl  kaum zu  unterscheidender  Teilnehmer,  wird  eher  die  Gesamtwirkung  aller 

Teilnehmer als die individuelle Wirkung betrachtet [129]–[131].

2.6.8 Meinungsanalyse (Opinion Mining)
Soziale Netzwerke ersetzen oder erweitern die persönlichen direkten Begegnungen. Viele soziale 

Netzwerke  werden  genutzt,  um  die  individuellen  Meinungen  einzelner  Teilnehmer  zu  kom-

munizieren und sich untereinander auszutauschen. Diskussionen, Beiträge und der Austausch von 

Ideen  einzelner  einzelner  Nutzer  ermöglichen  die  Untersuchungen  von  Bedürfnissen  und 

Erwartungen und ihre Reaktion auf Veränderungen. In den Analysen geht es nicht allein um die 

Untersuchungen von Meinungen zu wichtigen gesellschaftlichen Ereignissen, sondern auch um die 

demografische Verteilen dieser Meinungen, wie sich die Meinungen im Laufe der Zeit entwickeln, 

ob sich Meinungsführer identifizieren lassen und welchen Einfluss diese haben. Dies ist nicht nur 

aus wissenschaftlicher Sicht interessant, sondern natürlich auch aus wirtschaftlicher Sicht .

Beiträge die in Textform vorliegen, lassen sich in Stimmungsanalysen (engl. „sentiment analysis“ 

untersuchen.  Dies  ist  nicht  neu  und  ist  ein  Grundbestandteil  jeder  Sprachwissenschaft,  jedoch 

erlauben  die  digital  vorliegenden  Daten  und  hochperformante  Computer  die  Automation  unter 

Verwendung von Data Mining Techniken. Die manuelle Vorklassifizierung oder Stimmungsanalyse 

unterliegt dabei oft einem Bias durch die individuell subjektiven Erfahrungen und Einstellungen der 

Analysten,  insbesondere  wenn eine  Vielzahl  an  Dokumenten  oder  Beiträgen untersucht  werden 

muss  [132],  [133].  Dabei  können traditionelle  Techniken eingesetzt  werden, die  auf Bewertung 

eines  initial  gebildeten  Lexikons  basieren,  können  aber  auch  durch  Methoden  des  Clusterings 

unterstützt werden [81]. Die Vorteile der automatisierten Analyse sind offensichtlich, jedoch bleiben 
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viele Herausforderungen bestehen. Die Sentiments eines Wortes können sich über den Zeitverlauf 

ändern oder werden in sozialen Gruppen unterschiedlich verwendet. Der Begriff „gay“ bedeutete 

vor 200 Jahren „fröhlich“, wird heute jedoch mit Homosexualität gleichgesetzt und kann abhängig 

von der sozialen Gruppe positiv oder negativ besetzt sein [134]. Die Relevanz einzelner Beiträge in 

Bezug auf den Gesamttext kann problematisch sein, beispielsweise wenn sich innerhalb eines an 

sich spezifischen, geschlossenen Kontext Unterthemen entwickeln, die vom ursprünglichen Kontext 

abweichen. Negationen erfordern umfangreiche Modellierungen, Ironie lässt sich ohne die Kenntnis 

des speziellen Kontextes nicht automatisch erkennen und kann zu Verfälschungen der Ergebnisse 

führen [135]. 

2.7 Resümee
Betrachtet man die Gebiete der Social Media Daten und deren Nutzung aus der wissenschaftlichen 

Perspektive,  lässt  sich  feststellten,  dass  aufgrund  der  großen  Bandbreite  der  Thematik  viele 

interessante Anwendungsmöglichkeiten für die Nutzung der Daten bestehen. Viele der genutzten 

Techniken und Verfahren basieren auf Verfahren die auch bei „klassischen“ Daten genutzt werden. 

Es  besteht  jedoch die  Notwendigkeit  die  Verfahren  weiterzuentwickeln  bzw. zu adaptieren,  um 

speziell  auf  die  Charakteristiken  der  Social  Media  Daten  (z.B.  Größe,  Unvollständigkeit, 

Datenqualität) eingehen zu können. Insbesondere der große Datenumfang, die Aktualität sowie die 

große Nähe zu den Nutzern als  Datenersteller  und Nutzer,  eröffnen interessante Möglichkeiten. 

Damit lassen sich neue Anwendungsmöglichkeiten erschließen, welche mit klassisch gewonnenen 

Daten  nur  aufwendig  durchgeführt  werden  könnten  (z.B.  Gruppenidentifikation  und  Analyse, 

Stimmungsanalyse, Empfehlungssysteme). So ermöglichen Stimmungsanalysen der Politik und der 

Wirtschaft zeitnah und kostengünstig auf die Ersteller einzugehen, Empfehlungssysteme bilden das 

Rückgrat  des  e-Commerce,  Gruppenidentifikation  erlauben  neben  zielgenauer  Ansprache  von 

Kunden auch Soziale Netzwerke. 

Welche der vorgestellten Verfahren sich in der relativ neuen Domäne praktikabel erweisen und 

durchsetzen,  lässt  sich  Stand  heute  noch  nicht  abschätzen.  Jedoch  zeigen  Anzahl  und  Art  der 

Veröffentlichungen ein umfangreiches Interesse der Wissenschaft an diesen Themen. Somit muss 

man Frau Dr. Merkel zustimmen, das auch 50 Jahre nach Einführung des Internets und 30 Jahre 

nach  Einführung  Web  2.0  und  damit  der  Sozialen  Medien  wir  uns  noch  immer  im  Neuland 

befinden.
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3 Publikationen
Die einzelnen publizierten Arbeiten versuchen das Thema Qualität  und die Nutzung von Social 

Media Daten aus verschiedenen Perspektiven zu beleuchten.  Die empirische Sozialwissenschaft 

basiert auf einer Kette aus Deduktion, Empirie, Induktion und Theoriebildung. Dabei ist Deduktion 

der  „Schluss  vom  Allgemeinen  zum  Speziellen“,  oder  die  Ableitungen  von  allgemeingültigen 

Aussagen aus einer Theorie,  welche dann durch Messungen oder Beobachtungen an konkreten, 

praktischen  Daten  validiert  werden  können.  Umgekehrt  können  durch  Induktion  oder 

Schlussfolgerung  aus  konkreten,  realen  Daten  (Empirie)  neue  Schlüsse  auf  allgemeingültige 

Gesetze oder Theorien erfolgen. 

Die einzelnen Publikationen folgen dem oben dargestellten Kreislauf. In der ersten Ausarbeitung 

wird gezeigt, dass von der Theorie kommend, Aussagen durch empirisch erhobenen Social Media 

Daten bestätigt werden können. Damit wird es möglich, sozialwissenschaftliche Theorien zeitnah 

und kostengünstig zu validieren. In der zweiten Arbeit wird eine bestehende empirisch, induktive 

Studie,  welche  auf  Panel  Daten  beruhte,  durch  eine  induktive  Studie  auf  Social  Media  Daten 

bestätigt und die unterschiedliche Aussagekraft der beiden Datenquellen thematisiert. Nachdem der 

gesamte  Kreis  der  Erkenntnisgewinnung  positiv  unter  Verwendung  von  Social  Media  Daten 

demonstriert  werden konnte,  wendet sich die dritte Ausarbeitung den Vertrauen beeinflussenden 

Faktoren in das Data Mining aus Sicht der wichtigsten Anspruchsgruppen (Stakeholdern) zu. Dazu 

wurden mehrere Interviews mit den einzelnen Stakeholdern durchgeführt und qualitativ analysiert.  

In  der  abschließenden  Untersuchung  wird  eine  mögliche  praktische  Anwendbarkeit  der  bisher 
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Abbildung 6: Deduktion und Induktion als Verbindung von Theorie und 
Praxis



hauptsächlich  wissenschaftlich,  theoretischen  Ausarbeitungen  demonstriert  und  damit  die 

Praxisrelevanz im Rahmen der betriebswirtschaftlichen Entscheidungsfindung aufgezeigt.

Die  im  praktischen  Teil  beschriebenen  Untersuchungen  greifen  die  im  theoretischen  Teil  be-

schriebenen Techniken auf. 

In  der  ersten  Veröffentlichung  „Feasibility  Study  of  Analysis  of  Senior  IT  Management 

Skills/Qualifications  in  Social  Networks“  (Kapitel  3.1)  lag  eine  besondere  Herausforderung  in 

Analyse der Datenqualität (CRISP DM Phase: „Data Understanding“) und der Datenaufbereitung 

(CRISP DM Phase: „Data Preparation“).  Aufgrund der für Social  Media Daten typischen nicht-

relationalen Daten (Kapitel 2.2), mussten ähnliche Ausprägungen eines Features (dt. „Attribut“) mit 

Hilfe  von Verfahren des  NLP (Kapitel  2.5)  aufwendig  auf  Schlüsselbegriffe  verdichtet  werden. 
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Abbildung 7: Aufbau der Arbeit (Ausschnitt des Zusammenhanges der praktische 
Analyse)



Erstaunlicherweise war die Varianz der Schlüsselbegriffe gemessen an der Gesamtanzahl der Werte 

relativ gering. Dies spricht für eine hohe Qualität der zugrundeliegenden Daten für diese Analyse 

(Kapitel  2.3).  Um die  unterschiedlichen  Qualifikationen  weiter  sinnvoll  verdichten  zu  können, 

wurden die Handlungsfelder des Cobit Frameworks herangezogen. Die eigentliche Modellierung 

nutzt die klassische hierarchische Clusteranalyse (Kapitel 2.4.2) (CRISP DM Phase: „Modeling“). 

In  der  Publikation  „Comparison of  Social  Media  and Panel  Data  Analyses“  lag  ebenfalls  eine 

besondere Herausforderung im Verständnis der Daten und deren Aufbereitung (CRISP DM Phasen: 

„Data Understanding/ Data Preparation“. Hier zeigte sich, das ein relativ großer Prozentsatz von 

Datensätzen verworfen werden musste, da der aktuelle Wohnort nicht sichtbar war. Zur Verdichtung 

der Einzelausprägungen des Standortes mussten öffentlich verfügbare PLZ Daten mit den Social 

Media  Daten  verknüpft  werden.  Hier  war  die  Datenqualität  erstaunlich  hoch,  relativ  wenige 

Standorte mussten manuell nachbearbeitet werden (Kapitel  2.3). Bei der Analyse der Entfernung 

vom Studienort war die Frage des angemessensten Abstandsmaßes schwierig (Luftlinie vs. „KFZ 

Distanz vs. Anbindung an den ÖPNV“ – dieses Problem teilen sich jedoch sowohl die Panel als 

auch die Social Media Daten. Für den Vergleich der Verteilungen wurde wiederum ein klassisches 

Verfahren der Verteilungsanalyse genutzt (Kullback Leibler Divergenz ).

Beide Veröffentlichungen demonstrieren, das die Modellierung mit Hilfe von klassischen Ansätzen 

durchaus zu Ergebnissen führt. Es zeigte sich aber, das im Vorfeld die Analyse und Aufbereitung der 

Daten und die Verknüpfung zahlreicher Techniken zwingend notwendig ist. Insgesamt waren für die 

Untersuchungen  die  Verknüpfung  zahlreicher  Techniken  aus  verschiedenen  Wissenschafts-

disziplinen notwendig. Dementsprechend ist zum Nachvollziehen der Untersuchung entweder ein 

breites Fachwissen notwendig oder das Vertrauen in den zugrundeliegenden Prozess (hier CRISP 

DM). Dieser Fragestellung widmet sich die Publikation „Trusting Big Data Analytics Process from 

the  Perspective  of  Different  Stakeholders“.  Es  zeigte  sich,  das  Vertrauen  interdisziplinär 

unterschiedlich definiert  wird und in den Data Mining Frameworks keine prominente/ explizite 

Rolle  spielt,  obwohl  Befragungen  unterschiedlichster  Stakeholder  zeigten,  das  dies  durchaus 

implizit während des Data Mining Prozesses problematisiert wird.

Während sich die ersten drei Arbeiten stark auf die wissenschaftlichen Themen konzentrierte, wird 

in  der  finalen  Publikation  „Decision  Support  in  the  Era  of  Social  Media  and  User  Generated 

Content“  an Einzelbeispielen versucht,  die  Relevanz der  Nutzung von Social  Media Daten  aus 

wirtschaftlicher Sicht aufzuzeigen.
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3.1 Publikation 1: „Feasibility Study of Analysis of Senior 
IT Management Skills/Qualifications in Social Networks“
Die dieser Publikation zugrundeliegende Fragestellung lautet: „Kann eine bestehende Theorie durch 

die Analyse von empirisch erhobenen Social Media Daten bestätigt werden?“. Wenn sich dies ohne 

Vielzahl  von  Vorbedingungen  und  Einschränkungen  erreichen  lässt,  sollte  untersucht  werden, 

welche  weiteren  Erkenntnisse  sich  dann  auf  Basis  der  erhobenen  Daten  ableiten  lassen.  Eine 

bekannte Tatsache ist es, dass sich Arbeitnehmer ihrer beruflichen Tätigkeit entweder spezialisieren 

oder generalisieren – sie werden fachlich zu „Spezialisten“ oder „Generalisten“ . In dem bekannten 

Karrierenetzwerk  XING haben  die  Mitglieder  die  Möglichkeit  ihre  beruflichen  Qualifikationen 

öffentlich darzustellen und dieses Netzwerk eignet sich als Ausgangsbasis der Untersuchung. Diese 

Qualifikationen können sehr vielfältig sein, granular und die Eingabemöglichkeiten sind frei und 

lassen  individuelle  Beschreibungen  zu.  Um  die  Informationen  methodisch  und  konsistent  zu 

verdichten, wurden die häufigsten Qualifikationen mit Hilfe der COBIT Enabler (Handlungsfelder) 

verdichtet.  Auf dem entstandenen Artefakt wurde nachfolgend eine hierarchische Clusteranalyse 

(siehe Kapitel  2.4.2) durchgeführt. Die beiden mit Abstand größten Cluster wiesen die erwarteten 

Ausprägungen auf: die Personen im „Generalisten Cluster“ waren in fast allen Handlungsfeldern 

beschlagen,  die  Personen  im  „Spezialisten“  Cluster  konzentrierten  sich  auf  wenige 

Handlungsfelder, dafür jedoch intensiv. Somit konnte die Ausgangstheorie bestätigt werden. Nach 

der  Bestätigung  der  grundsätzlichen  Anwendbarkeit  der  XING  Daten  ließen  sich  nachfolgend 

weitere Analysen durchführen.

Neben der Beantwortung der Forschungsfrage zeigte die Bearbeitung Herausforderungen, Vorteile 

und Risiken bei der Analyse von Social Media Datenquellen auf.

• Die Verdichtung der Qualifikationen mit Hilfe der COBIT Enabler ist nicht eindeutig. Jede 

Qualifikation  konnte  mehreren  Enablern  zugeordnet  werden  konnte  z.B.  zeugt  die 

Qualifikation  „MS SQL Server“  zum einen  von  Kenntnissen  auf  dem Gebiet  „Service, 

Infrastructure and Applikations“ – die Fähigkeit die Software zu bedienen - zum anderen 

von  Kenntnissen  auf  dem  Gebiet  „Informationen“  –  Datenbanken  dienen  dazu 

Informationen zu speichern und widerspruchsfrei zu organisieren. Die subjektive Sicht auf 

die Zuordnung zu den COBIT Enablern konnte jedoch durch unabhängige Expertenreviews 

beseitigt werden.

• Bei der Analyse der Arbeitgeber zeigte sich, dass das angegebene Unternehmen prinzipiell 

einer bestehenden Unternehmen zugeordnet werden konnte, jedoch ist die Granularität der 
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Einträge sehr stark vom Nutzer abhängig. Am Beispiel des Unternehmens Siemens wurden 

unter anderem Einträge gefunden wie: 

▪ „Siemens“, „Siemens AG“ - Mutterkonzern, 

▪ „Siemens Med“ - Unternehmensteil (alter Namen), 

▪ „Siemens Healthineers“ - Unternehmensteil (neuer Namen). 

Dieses  Beispiel  zeigt  das  eine  fein-granulare  Zuordnung  problematisch  und  nicht  auto-

matisierbar ist.

• Neben der  generischen Aussage,  dass  Spezialisten  und Generalisten existieren,  ließ  sich 

eindeutig  ein  Zusammenhang  zur  Unternehmensgröße  des  Arbeitgebers  finden.  Das 

Auftauchen  der  beiden  anderen  Cluster  „Firmenkulturorientiert“  und  „Organisations-

orientiert“ war ursprünglich nicht erwartet worden und zeigt, dass neue Einsichten aus der 

Analyse der Sozialen Daten gewonnen werden können.

Das paper wurde mit dem „Best Paper Award“ der Veröffentlichung bedacht [136].
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3.2 Publikation 2: „Comparison of Social Media and Panel 
Data Analyses“
Im folgenden Abschnitt versucht der Autor anhand einer praktischen Untersuchung den Kreis der 

Wissensgeneration zu schließen und verfolgt dabei den induktiven Ansatz. Durch Beobachtungen 

können neue Erkenntnisse gewonnen und Theorien gebildet werden. Die Gewinnung von Daten 

durch Beobachtungen und Befragungen ist ressourcenaufwändig und zeitintensiv. Somit stellt sich 

die Frage, ob dieser Prozess durch die Nutzung von Sozial Media Daten unterstützt werden kann.

Basierend auf einer existierenden, empirischen Studie wurde versucht, die Ergebnisse mit Hilfe von 

Social  Media  Datenquellen  zu  reproduzieren.  Darauf  aufbauend  wurden  Unterschiede, 

Herausforderungen und Möglichkeiten beim Einsatz von Sozialen Medien Daten im Vergleich zur 

Studie auf  Panel  Daten  untersucht.  Die Basisstudie untersuchte die  Migrationsbewegungen von 

Studenten  5  Jahre  nach  Abschluss  ihres  Studiums.  Als  Datenbasis  diente  eine  klassische 

Datenquelle - ein Zensus Panel. Dieses Panel wurde zentral und aufwendig für Deutschland geplant, 

organisiert und wird seit 1990 in einem 5-jährigen Rhythmus wiederholt. Zu diesem Zweck, werden 

die Prüfungsämter sämtlicher deutscher Hochschulen mit der Bitte die Umfrage an die bekannten 

Alumni zu verteilen angeschrieben. Die Ergebnisse werden anonym gesammelt, bereinigt und der 

Wissenschaft zur Verfügung gestellt. Der Fragenkanon wurde einmalig entwickelt und bleibt über 

den gesamten Erhebungszeitraum konstant. Die dem Vergleich dienende Social Media Datenquelle 

war erneut das soziale Netzwerk XING. Für den Prototyp wurde die Erhebung der Daten auf vier 

Universitäten beschränkt. 

Die im Rahmen dieser Arbeit vorgenommene Analyse konnte, anhand der gewählten Beispielen, 

ähnliche Migrationsmuster wie die Basisstudie zeigen.

In der durchgeführten Untersuchung konnte die Ergebnisse der Baseline Untersuchung bestätigt 

werden. Jedoch zeigten sich deutliche Unterschiede hinsichtlich der möglichen zu verwendenden 

Datenbasisgröße,  als  auch  in  den  Möglichkeiten  Aussagen  abzuleiten.  Final  stellt  man  in  der 

Untersuchung fest,  dass beide Analysen sich sinnvoll  ergänzen und bereichern und somit  nicht 

alternativ sondern als komplementär zu sehen sind. 

Das Publikation wurde mit dem „Second Best Paper Award“ der Veröffentlichung bedacht [136].
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3.3 Publikation 3: „Trusting Big Data Analytics Process 
from the Perspective of Different Stakeholders“
Während  in  den ersten  beiden Untersuchungen der  Kreislauf  der  Wissensgeneration  untersucht 

wurde,  geht die folgende Publikation der Frage nach, welche Faktoren für das Vertrauen in die 

Ergebnisse der Wissensgenerierung durch Data Mining aus Sicht der unterschiedlichen Beteiligten, 

den  Stakeholdern,  wichtig  sind.  Der  Begriff  Vertrauen  ist  im  täglichen  Sprachgebrauch  weit 

verbreitet, es zeigt sich jedoch, das eine konkludente wissenschaftliche Definition schwierig ist und 

von den einzelnen Wissenschaftsdisziplinen durchaus unterschiedlich formuliert wird. Auch wenn 

je nach Disziplin der Fokus unterschiedlich gesetzt wird und die Terminologie nicht einheitlich ist, 

wird  doch  ein  gemeinsamer  Kern  im Verständnis  erkennbar.  Als  methodischer  Rahmen  wurde 

wiederum die im Data Mining weit verbreitete Methode CRISP DM genutzt. Inspiriert vom COBIT 

Konzept  und  der  IT  Governance  wurden  typische  Stakeholder  indentifiziert.  Neben  den 

offensichtlich Beteiligten, den Datenanalysten (aka „Auswertungsspezialisten“) und Business Usern 

(aka  „Fachgebietsspezialisten“),  wurden  die  Projektsponsoren  (aka  „Auftraggeber“)  der  Data 

Mining Studien sowie die Konsumenten (aka „Nutzer“/ „Betroffene“) des Data Mining Projektes 

befragt.  Dabei  wurde  soweit  möglich,  auf  Experteninterviews  zurückgegriffen.  Um  dem 

umfangreichen Potential der Antworten gerecht zu werden, wurden sowohl offene als auch semi-

strukturierte (Leitfadengestützte) Interviews geführt. Basierend auf diesen Interviews wurden die 

Antworten qualitativ analysiert und die wesentliche Einflußfaktoren identifiziert. Dabei wurde eine 

Informationsasymetrie  zwischen  den  Anspruchsberechtigten  (engl.  „Stakeholdern“)  in  den 

einzelnen Phasen der Datenanalyse identifiziert. Die Arbeit zeigt, das Transparenz für alle Phasen 

des  Data  Mining  wichtig  ist,  jedoch  die  bisherigen  Ansätze  dem nur  bedingt  gerecht  werden. 

Wichtige  Kennzahlen  oder  Aussagen,  die  den primär  für  die  einzelnen Stufen  des  CRISP DM 

Modells verantwortlichen Stakeholdern Hinweise auf die Qualität der Artefakte dieser Stufe liefern, 

werden von anderen Stakeholdern nur bedingt verstanden. Dies erschwert die Vertrauensbildung 

bzw. den Transfer von Vertrauen zwischen den beteiligten Stakeholdern und damit insgesamt das 

Vertrauen in die Ergebnisse der Datenanalyse. Insgesamt zeigten sich Visualisierungen gegenüber 

Kennzahlen  für  das  Verständnis  vorteilhafter.  Wobei  wiederum simple  gegenüber  komplexeren 

Darstellungen  bevorzugt  wurden  je  weiter  die  beteiligten  Stakeholder  inhaltlich  von  ihrem 

eigentlichen Fachgebiet entfernt sind. 

Im  Ergebnis  lässt  sich  konstatieren,  dass  bestehende  Frameworks,  wie  das  hier  exemplarisch 

verwendete  CRISP DM,  weiterentwickelt  werden  sollten,  um  den  vielfältigen  Ansprüchen  der 
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Stakeholder,  deren  heterogenen  Fachexpertisen  und  der  daraus  resultierenden  Informations-

asymetrie gerecht zu werden. 
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3.4 Publikation 4: „Decision Support in the Era of Social 
Media and User-Generated Content“
Die Betrachtung der  Kreislaufes der Wissensgenerierung und welche Faktoren das Vertrauen in 

Data Mining beeinflussen, waren eher theoretischer Natur. Im folgenden Kapitel werden anhand 

von praktischen Beispielen positive und negative Auswirkungen auf wirtschaftliche Entscheidungs-

prozesse beleuchtet. Im Ergebnis entstand eine kurze praktische Checkliste, die zeigen soll, dass die 

Thematik der Arbeit nicht nur aus theoretischer Sicht relevant ist, sondern konkreten praktischen 

Nutzen liefert.
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4 Schlussbetrachtung
In klassischen Befragungen hat man umfangreiche Möglichkeiten die Untersuchungen zu steuern, 

d.h. durch gezielte Formulierungen des Fragenkatalogs die Wissensgenerierung zu beeinflussen. Im 

Gegensatz dazu, ist die Analyse von Social Media Daten ausschließlich beobachtend. Jedoch zeigte 

sich,  dass  die  aufzuwendenden  Ressourcen  im  Vergleich  zur  klassischen  Befragung  deutlich 

geringer sind und weitaus größere Datenmengen untersucht werden können. Der große Umfang der 

so gewonnenen Daten besitzt eine reduzierten Bias und Varianz gegenüber manuell gewonnenen 

Daten. Somit ließen sich die dort bereits gewonnenen Erkenntnisse validieren und auf eine breitere 

Basis stellen. Dies ist jedoch nicht gleichbedeutend mit der Aussage, dass die Analyse von Social 

Media  Daten  als  alternative  Datenquelle  zu  sehen  ist.  Vielmehr  lässt  sich  ihre  Funktion  als 

konfirmierend und komplementierend beschreiben.

Auf  der  einen  Seite  ermöglicht  die  Beobachtung  und  Sammlung  der  Social  Media  Daten  die 

Anwendung von Data Mining Techniken, um bisher unbekannte Muster, Gruppen und Verhalten zu 

erkennen.  Durch den,  im Vergleich  zu klassischen Befragungen,  zeitlich und personell  deutlich 

geringerem Aufwand kann die Social Media Analyse gut zur initialen Exploration und nachfolgend 

als Basis des Designs klassischer Befragungen eingesetzt werden. Dies könnte positiven Einfluss 

auf die Entwicklung von Befragungskatalogen haben.

Auf der anderen Seite können die Ergebnisse klassischer Befragungen leichter auf ihren Umfang 

oder Auswirkung in der Gesamtpopulation abgeschätzt werden. Während kleinzahlige Befragung 

immer den Makel der Nichtrepräsentativität tragen, lassen sich die gewonnenen Erkenntnisse damit 

auf eine breitere Basis stellen. Dieses Vorgehen folgt der Idee der Plausibilisierung im supervised 

learning.

Weiterhin  besteht  die  Möglichkeit,  durch  kleinzahlige,  gezielte  Befragungen  klassifizierte 

Datensätze  zu  erhalten.  Im nächsten  Schritt  können  die  Datenbasis  durch  Social  Media  Daten 

verbreitert werden und mit Hilfe von Clusterverfahren eingeteilt werden. Dementsprechend stünde 

für  Klassifizierungsverfahren  eine  größere  Datenbasis  zu  Verfügung,  welche  entweder  einen 

positiven Einfluss auf die Qualität haben oder bestimmte Verfahren, wie zum Beispiel neuronale 

Netze, erst ermöglichen. Dies entspricht der Idee des semi-supervised learning.

Trotz der positiv einzuschätzenden Ergebnisse, ergeben sich daraus Anforderungen die besondere 

Aufmerksamkeit  bedürfen.  Neben  dem  Ermitteln  geeigneter  Sozial  Media  Quellen,  stellt  die 

Qualität  der  dort  gefundenen  Daten  eine  zentrale  Herausforderung  dar.  Somit  ist  den 
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Qualitätsanforderungen  (Tabelle  5)  besondere  Beachtung  zu  schenken.  Dies  gilt  nicht  nur 

hinsichtlich  der  Beantwortung  der  Frage,  welche  Datenqualität  den  Anforderungen  der 

Forschungsfragen  genügt,  sondern  auch  ob  die  Wahl  der  Social  Media  Datenquelle  damit 

einhergeht. Dabei ist zu beachten, dass die Qualität der Social Media Quelle zeitlich und inhaltlich 

nicht  konsistent  sein  muss.  In  wieweit  die  Datenquelle  den  Anforderungen  genügt,  sollte  vor 

Verwendung  entsprechend  analysiert  und  transparent  dargestellt  werden.  Weiterhin  zeigt  der 

Überblick über bestehende Data Mining Techniken mit den damit verbundenen Fragestellungen wie 

den  zu  wählenden  Distanz  oder  Ähnlichkeitsmaßen,  dass  es  keinen  allgemeingültigen  Model-

lierungsansatz gibt und jeweils die passende Auswahl getroffen werden muss.

Wie  in  der  dritten  Publikation  gezeigt  werden  konnte,  hängt  das  Vertrauen  in  jegliche 

Datenanalysen  stark  von  Transparenz  und  Möglichkeiten  der  involvierten  Stakeholder  ab,  die 

einzelnen  Schritte  verständlich  nachvollziehen  zu  können.  Für  das  Vertrauen  sind  weniger 

spezifische Qualitätskriterien relevant, da diese im Zweifelsfall sehr fachspezifisch sind und nicht 

gleichmäßig  von  allen  Beteiligten  verstanden  werden.  Sicherlich  ist  dies  für  allen  Arten  von 

Analysen richtig, betrachtetet man aber die Heterogenität der Stakeholder im Social Media Umfeld 

ist  die Allgemeinverständlichkeit  besonders relevant.  Die interessierten Parteien,  ob akademisch 

oder  wirtschaftlich,  teilen  sich  bereits  in  Fach-  und  Managementebenen  auf,  mit  jeweils 

unterschiedlichem  Verständnis  der  Materie.  Die  Datenanalysten  bedürfen  neben  Modell-  und 

Analysekenntnissen, ein Verständnis der zugrundeliegenden Daten und der Qualität aus Sicht der 

Fachabteilungen. Der Nutzer oder die betroffenen Konsumenten der Analyseergebnisse bedürfen, 

da es sich in vielen Fällen um nicht erfahrbare Vertrauensgüter handelt, besonderes Vertrauen in das 

Vorgehen. Um den Transfer von bekannten vertrauten Situation (engl. „Institution Based Trust“) 

oder vertrauten Personen (engl. „Trusting Beliefs“) zu ermöglichen oder zu erleichtern, sollte ein 

allgemein  verständliche  Sprache  verwendet  werden,  beginnend  bei  der  Beschreibung  der 

verwendeten Social Media Datenquelle, deren Qualität oder Eignung, über die Modellierung bis zur 

Evaluierung der Ergebnisse und den Auswirkungen. 

Gelingt dies, so zeigt die vierte Publikation,  wird Social  Media Datenanalyse einen Beitrag zur 

Entscheidungsfindung leisten können.
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5 Ausblick
Im Rahmen der vorliegende Arbeit  konnten Chancen und Herausforderungen von Social  Media 

Datenanalysen  aufgezeigt  werden.  Um  das  Potenzial  dieser  nutzen  zu  können,  ist  eine 

interdisziplinäre  Herangehensweise  erforderlich.  Während  die  vorliegenden  Publikationen  noch 

durch  eine  Einzelperson  realisiert  werden  konnten,  wird  klar  das  die  Einbeziehung  der 

unterschiedlichen  Disziplinen  eine  verstärkte  Zusammenarbeit  erfordert.  Die  Erweiterung  der 

Agenten basierten Simulation um die „Mean Field Game Theory“ erfordert z.B. fortgeschrittene 

Kenntnisse  der  Physik,  Sentiment  Analysen  erfordert  die  Zusammenarbeit  von  Linguisten  und 

Informatikern,  Clusteranalysen  bedürfen  der  Zusammenarbeit  von  Datenanalytikern  und 

Soziologen. Um das Potential der Analyseergebnisse zu heben sollten Wirtschaftswissenschaftler 

einbezogen  bzw.  sind  diese  Treiber  und  Wertschöpfer.  Somit  ist  zukünftig  eine  verstärkte 

Zusammenarbeit  zu erwarten,  welches  zu komplexen Formen der  Zusammenarbeit  führen wird. 

Dies  wiederum  bedingt  Konzepte  und  Frameworks,  um  die  Zusammenarbeit  transparent  und 

verständlich gestalten zu können.
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