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Resumen

Hoy en día, la eficiencia energética aparece como eje fundamental para combatir el cambio
climático y reducir nuestra huella de carbono. En este sentido, el rol del ciudadano y las
decisiones de los consumidores con respecto a su estilo de vida, como el uso de vehículos
híbridos o eléctricos, el consumo de alimentos procedentes de agricultura sostenible y
una gestión eficiente de la energía en hogares son piezas claves para promover una nueva
realidad de energía sostenible. Instituciones públicas están prestando programas de ayuda
para la modernización de equipamiento, y financiando reformas hacia una mayor eficiencia
energética en hogares, instalaciones públicas y edificios residenciales. Por su parte, Red
Eléctrica promueve un nuevo modelo energético, estimulado por Directivas Europeas, en el
que la gestión de la flexibilidad de demanda, el fomento de autoconsumo y almacenamiento
procedente de fuentes renovables, así como la integración del consumidor en servicios de
balanceo son iniciativas reales.

La conocida como comunidad inteligente surge como evolución del paradigma de las
ciudades inteligentes y supone un enfoque centrado en las personas en el que los ciudada-
nos aspiran a lograr objetivos comunes. Este paradigma, junto con los electrodomésticos
inteligentes y otros dispositivos conectados en la Internet de las cosas, han aumentado las
expectativas en las tecnologías TIC para la consecución y mayor aceptación de programas
de eficiencia energética como la Respuesta de Demanda. Estos programas buscan balan-
cear suministro y demanda energética, reducir emisiones, promover la integración de las
energías renovables y fomentar un cambio en el comportamiento del consumidor.

Esta tesis doctoral surge de la necesidad de diseñar, desarrollar, implantar y medir los
beneficios derivados de la gestión de la demanda mediante una solución tecnológica que
ayude a los consumidores a administrar su demanda y su flexibilidad. Para ello, se diseña
un algoritmo de planificación de la demanda agregada de electricidad en una comunidad
de consumidores y un controlador de sus electrodomésticos conectados. Esta agregación se
optimiza gracias a una función objetivo que se alimenta con la oferta disponible de energía
renovable. La solución se implementa en plataformas ligeras y económicas, y se valida en
entornos de laboratorio cumpliendo estrictos requisitos de rendimiento, fiabilidad, calidad
de servicio y seguridad.

Escenarios emulados en prototipos ofrecen resultados muy eficientes y realistas y per-
miten reconocer un conjunto de tres patrones de comportamiento en comunidades de
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consumidores construidas sobre un conjunto de datos de consumo real. La flexibilidad,
el volumen y curva de demanda son factores determinantes para una planificación más
efectiva y eficiente de la demanda total de la comunidad. La identificación, por experto
y por aprendizaje automático, de estos patrones ayuda a definir y predecir una mejor
estrategia en el desarrollo de programas de gestión de demanda y de agregación en comu-
nidades reales que busquen cooperativamente maximizar el aprovechamiento de fuentes
renovables además de fomentar un cambio en el comportamiento del consumidor hacia un
consumo más sostenible y eficiente.

Palabras clave: Comunidad inteligente; Respuesta de demanda; Algoritmo de pla-
nificación; Flexibilidad del consumidor; Planificación de la demanda agregada; Fuentes
renovables; Raspberry Pi; Protocolos de comunicación IoT; Patrones de comportamiento;
Aprendizaje automático; Técnicas de clasificación y regresión.



Abstract

Energy efficiency is emerging as a key element in the fight against climate change and to
reduce our carbon footprint. A more sustainable energy system is being influenced by con-
sumers’ lifestyle choices such as the one related to, for instance, the use of hybrid/electric
vehicles, food from sustainable agriculture and energy-efficient households. Public insti-
tutions are also providing programme support, e.g., funding equipment retrofitting, and
energy efficiency subsidies for public and private facilities, with the aim at encouraging
citizens to play a more active role within the electricity system. Moreover, utility compa-
nies commit towards the same goal and a more intelligent network that better allows the
management of flexibility of demand, the participation of consumers in balancing services,
and the integration of energy storage services and self – consumption.

Within the smart city paradigm, smart community initiatives embrace a
citizen/consumer-centric approach, which enable energy consumers to pursue common
goals through cooperation and coordinated behavior. In particular, aiming at efficient
energy utilization, smart appliances and other connected devices through the Internet of
Things have raised expectations about the real deployment and consumer engagement in
demand response programmes. This thesis aims to provide sustainable evidence of the
benefits and viability of an ICT – supported demand-side management system that con-
tributes to balance supply and demand, maximise renewable energy use and promote a
behavioural change within a community of collaborative electricity consumers. We design,
implement and evaluate a novel scheduling algorithm that aggregates and optimises the
community demand maximising the utilisation of the available supply of renewable energy.
Validation of performance, feasibly, quality of service and security measures is performed
over a laboratory testbed using lightweight cost – effective hardware platforms such as
Raspberry Pi boards and living lab datasets.

Emulated scenarios throw realistic and efficient results that allow us to identify a num-
ber of three main behavioural patterns of aggregated community, where the consumers’
demand volume, curve and flexibility are shown as the key factors. The identification of
these patterns assists in the establishment and prediction of a better strategy when deplo-
ying demand-side management programmes in real communities that pursue a sustainable
and efficient energy usage and behavioural change.

Keywords: Smart community; Demand response; Scheduling algorithm; Consumer
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flexibility; Aggregated demand scheduling; Renewable energy; Raspberry Pi board; IoT
communication protocols; Behavioural patterns; Machine learning; Classification and re-
gression techniques.
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Capítulo 1

Introducción

1.1 Contexto y antecedentes

Hoy en día, el desarrollo tecnológico es una pieza fundamental de cambio en muchos
aspectos de nuestra vida cotidiana. Un ejemplo se encuentra en la transformación que
este avance tecnológico genera en la producción y el consumo energético, lo que lleva a
la consecución de objetivos que apuestan por una mayor eficiencia de recursos. Todo ello
hará posible un cambio del actual paradigma basado en la energía fósil y de alto consumo
a uno más eficiente y centrado en la energía renovable. Por otro lado, esta nueva situación
energética pondrá el centro de atención en las comunidades de consumidores, pues serán
ellas el elemento clave del mencionado nuevo paradigma, responsables en último término
de una producción, almacenamiento y suministro de energía de una forma más flexible.

Las soluciones tecnológicas en materia de eficiencia energética deberían centrarse en la
integración tecnológica y el consumo energético de una forma lo más autónoma y eficaz
posible [MCG99]. Las infraestructuras propuestas dentro de la Internet de las cosas (IoT,
Internet of Things) [GBMP13] y la red inteligente [IA09] se han enfocado en proporcionar
a los usuarios finales un asesoramiento individualizado y personalizado sobre sus hábitos
particulares, con objetivos fijados en el ahorro de energía, la reducción de costes y el
aumento de la fiabilidad de la red y de la transparencia en facturación [LSM10]. De igual
forma, el uso de las Tecnologías de la Información y Comunicaciones (TIC) puede jugar
un papel importante en el cambio del comportamiento humano y recientes estrategias
buscan aumentar la eficiencia residencial estimando e intentando reducir la demanda
conjunta para el desarrollo de comunidades inteligentes [SKP+11, LLL+11, SKH18].

Una comunidad inteligente es la evolución de la ciudad inteligente como nuevo escenario
de desarrollo de soluciones en cuestiones sociales y económicas centradas en el consumidor
y la coalición de consumidores. En el tema que nos atañe en este trabajo de tesis, las
comunidades inteligentes están ganando importancia como una respuesta prometedora al
desafío de la sostenibilidad, buscando consumos y hábitos con un impacto mínimo en el
medio ambiente. También están orientadas a facilitar la cooperación de los consumidores
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Figura 1.1: Instrumentos (agregador y aparatos inteligentes) en la gestión energética y recursos
(colaboración y renovables) para lograr objetivos de eficiencia y sostenibilidad en una comunidad.

en busca de rentabilidad y distribución de recursos. Por ejemplo, el control de la demanda
y la participación de los clientes en el mercado eléctrico se hace posible, en particular, a
través de servicios de la respuesta de demanda (DR, Demand Response) y de la generación
distribuida de energía [CDBK20, KLS+17, RPTY19, SLG+19].

El concepto de DR implica cambios en el uso de la electricidad por parte de los consu-
midores finales con respecto a sus pautas de demanda, en respuesta a los cambios en los
precios y/o los pagos de incentivos destinados a ajustar el uso de la electricidad, o en res-
puesta a la aceptación de la oferta del consumidor, incluso mediante la agregación [Con].
Los consumidores de edificios residenciales, individualmente o a través de un agregador
de demanda, podrán gestionar y decidir sobre el consumo energético tanto a nivel de
hogar como comunitario según sus objetivos financieros y/o eficiencia [HHSkC20, GG14].
La mayor parte de modelos de agregación se apoyan en las asociaciones de consumidores
creando plataformas de suscripción a las plantas de energía distribuida o modelos don-
de múltiples compañías y consumidores son los participantes para alcanzar un equilibrio
energético [AG18, FSV18, ALCB17, LWK20]. Los sistemas de DR también refuerzan la
eficiencia energética en iniciativas de gestión de fuentes renovables [LKRvdB13, LMSkC18]
y pueden ser agrupados y coordinados por un agregador [KA22].

Por todo lo expuesto, esta tesis doctoral se basa en dos pilares: agregación en un sistema
de DR e innovación de servicios TIC con la eficiencia energética y la sostenibilidad como
objetivos fundamentales (ver Figura 1.1). Además, la gestión colaborativa es un método
eficaz para reducir la relación entre el pico y el promedio de demanda y para facilitar
la integración de fuentes renovables distribuidas a la red. La cooperación entre grupos
de consumidores hacia objetivos comunes puede, de hecho, catapultar la aceptación de
programas de DR [AGH+17, LH19].
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1.2 Contexto teórico

Gracias al desarrollo de la tecnología de DR, los consumidores participan en el merca-
do energético individualmente, o a través de un agregador [HHSkC20, GG14, CJA17,
YP20, HZNB21, ZLX+21, CQR+21]. Desde el punto de vista del consumidor – hogar, los
trabajos se centran en la gestión de demanda, que controlan los aparatos para minimi-
zar el coste energético [EKM11, QNK+15]. La programación entera mixta MILP (Mixed
Integer Linear Programming) es ampliamente utilizada para adaptar perfiles de consumo
[ADPDV13, SMH16]. Otras técnicas establecen preferencias según prioridades e intervalos
de tiempo [LSP15, FQKS14]. Por ejemplo, la optimización basada en algoritmos genéticos
(GA, Genetic Algorithm) y redes neuronales (ANN, Artificial Neural Network) [MML17]
se dirige a la programación del consumo para reducir costes, al igual que la optimización
por enjambre de partículas (PSO, Particle Swarm Optimization)[GD19, FFVS19].

Desde el punto de vista de la comunidad, la vivienda cooperativa también juega un
papel importante en la construcción de la energía sostenible mediante prosumidores resi-
denciales [JGB+15, CFMK19], o mediante sistemas basados en la agregación de demanda
[CFMK19, WXL+20, MHFSk+17, LLX+20a, AMIH20, GKBJP19]. Otros trabajos optan
por el contexto microrred1 para mejorar la eficiencia energética y reducir costes teniendo
en cuenta las tecnologías renovables [ASS17, PIM19].

Una pieza fundamental para comprender y optimizar un sistema de DR es el estu-
dio del comportamiento y la capacidad que pueden tener los sistemas de gestión en los
participantes [KSRK17, LGL+21, LLX+20a, RHY20]. Estos trabajos realizan estudios so-
bre dicho comportamiento y proponen enfoques de colaboración [SNG18, MNS18]. Otras
investigaciones [ENP12, VCUKN19, ZBT17] exponen que los hogares con aparatos inteli-
gentes gestionan la DR de forma más eficiente mediante modelos de aprendizaje automá-
tico, incluso para predecir la demanda en hogares, comunidades y agrupaciones similares
[WKK+20, VPR+16, Hed16].

Los retos que plantean los sistemas de DR hacia un cambio de comportamiento ener-
gético son complejos, pero fascinantes a su vez. El nivel de aceptación se ve influenciado
por la escasa implementación de sistemas de gestión de demanda y los nuevos servicios
TIC e IoT que se pueden aportar a los sistemas de gestión. A pesar de las dificultades que
esto conlleva, se están comenzando a implantar bancos de pruebas que permiten medir
la flexibilidad temporal de aparatos, la retroalimentación del consumo eléctrico de los
hogares, el rendimiento para reconocer patrones o la eficacia de los incentivos de precios
[DLB+15, ZSY+16, SES+15, GSL+19, OJWR17, SA13].

1Se trata de una red eléctrica distribuida (o descentralizada) formada por una variedad fuentes de energía con respecto
a la red eléctrica principal.
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1.3 Motivación y planteamiento del problema

Los problemas y desafíos en torno a la DR en el sector residencial han motivado el trabajo
de investigación descrito en esta tesis. Se parte de la premisa de que la mayoría de las
estrategias de gestión se centran en la fijación de precios y tienen por objeto reducir el
coste energético y la relación entre el precio máximo y el promedio. Solo un pequeño
número de trabajos sobre DR han sido validados en plataformas piloto basadas en la
gestión de recursos renovables. Mediante el diseño de un sistema inteligente que sea capaz
de cooperar de forma segura e identificar las pautas de consumo de energía, se podrá
reducir o modificar su uso haciendo que el consumo general sea más sostenible y eficiente.
Una forma de conseguirlo es adaptando el consumo en respuesta al suministro disponible
de energía renovable según las preferencias temporales de demanda.

Al mismo tiempo, este sistema pretende dar respuesta a tres desafíos globales que afec-
tan al sector residencial: 1) el 40% de emisiones de CO2 proviene del sector residencial
[Arc21]; 2) más del 30% de la energía se desaprovecha en los edificios [pro21b]; 3) apro-
ximadamente el 90% de nuestro tiempo lo pasamos en interiores [cas21a]. Por todo lo
descrito anteriormente, se conduce a la detección de una serie de problemas específicos
(PESx) abordados en esta tesis:

PES1. Regulación obsoleta de la red eléctrica. El sistema de distribución ener-
gético tradicional ha sido principalmente lineal. La energía se genera en instalaciones de
gran tamaño y la transmisión se realiza de forma unidireccional desde estaciones de gene-
ración hasta el consumidor final a través de líneas de transmisión. El sector se enfrenta a
nuevas limitaciones como la necesidad de renovación de las infraestructuras y la voluntad
de aumentar los medios de producción descentralizados. La participación de los clientes
en el mercado energético, la integración de nuevas tecnologías o la necesidad de una gran
fiabilidad son otros de los desafíos que debe solventar la red tradicional [CM16]. El siste-
ma energético actual, que ha sido capaz de satisfacer las demandas del pasado, tiene que
prepararse para un futuro diferente.

PES2. Gestión energética individual. Las técnicas utilizadas para mejorar la efi-
ciencia energética son principalmente estrategias que hacen uso de automatización o medi-
ción inteligente. La gran mayoría de desarrollos de DR se refieren a soluciones de eficiencia
energética y algoritmos de optimización desde el punto de vista del consumidor y del ho-
gar y no hacen referencia explícita a la escalabilidad residencial. Se ha intentado actuar
siempre sin un trabajo participativo y de consenso con los consumidores, donde aquellos
que tenían que ser implicados se han convertido en afectados. La participación y la vo-
luntariedad son grandes motores de desarrollo de las comunidades energéticas. Con los
sistemas y tecnologías en desarrollo sobre materia de eficiencia energética, producción de
energía renovable, conexión a la red y aparatos impulsados por las TIC cabe preguntarse
si el concepto básico de un edificio no cambiaría de consumidor de energía a prosumidor
o centro de energía activo.
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Figura 1.2: Consumo mundial de electricidad por sectores, fuente: EE.UU Energy Information
Administration, International Energy Outlook (a); Evolución de demanda energética en España (b).

Figura 1.3: Evolución del precio medio mensual del MWh en España, fuente: epdata.

PES3. Aumento de demanda energética. En términos globales, el aumento de
demanda mundial ha crecido alrededor de un 20% durante los últimos 20 años y durante
el período 2020 - 2030 aumentará a un ritmo anual aproximado del 1,8% [BEMD21].
El uso de la electricidad crece en el sector residencial a medida que el aumento de la
población y del nivel de vida en los países no pertenecientes a la OCDE2 incrementa la
demanda de aparatos (ver Figura 1.2a). En España, la demanda de energía eléctrica en
el año 2021 se ha estimado un 5,5% mayor que en 2020 (ver Figura 1.2b).

PES4. Aumento del precio de la energía. Durante el año 2021 se está produciendo
una escalada de precios con una subida del 200% si se compara con los valores del año
anterior (ver Figura 1.3). La situación de precios crecientes en el mercado se produce en
un contexto de crisis sanitaria provocada por el COVID – 19, que está teniendo un enorme
impacto en la actividad económica. La estadística sobre gasto de los hogares publicada por
el Instituto Nacional de Estadística [INE] muestra que la electricidad tiene un peso mayor
en los hogares, lo que significa que una subida de precios de electricidad tendrá efectos
regresivos. El aumento del precio se debe principalmente (un 70%) al encarecimiento
internacional del gas y de los derechos de emisión de CO2, según una estimación del Banco

2Organización para la Cooperación y el Desarrollo Económico.
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Figura 1.4: Escenarios de las emisiones mundiales de gases de efecto invernadero (a); estructura de la
generación eléctrica en el sector energético español (b), fuente REE.

de España. La UE ha adoptado el paquete de propuestas Fit for 55 [FIT], con políticas
en materia de clima o energía para reducir emisiones de gases de efecto invernadero en al
menos un 55% para 2030. Por lo tanto, Bruselas sube la presión sobre las emisiones pese a
su impacto en el precio de la luz. La estabilidad de los precios energéticos solo llegará con
un aumento de la generación renovable y una menor dependencia de las energías fósiles.

PES5. Escaso desarrollo sostenible en materia energética. La figura 1.4a ilus-
tra que en un escenario de desarrollo sostenible estaríamos en condiciones de limitar el
aumento de las temperaturas medias mundiales a menos de 2oC [GWB+18]. Sin embargo,
el sistema energético seguirá estando dominado por combustibles fósiles, que represen-
tarán casi el 90% del suministro total de energía en 2030. Este predominio implicará
un incremento de las emisiones de CO2 superior al crecimiento del consumo energético3.
Actualmente, sólo el 19% del consumo final en el sector residencial procede de recursos
renovables (ver Figura 1.4b).

PES6. Falta de regulación energética en España en el contexto actual. A pesar
de la existencia de algunos proyectos sobre comunidades inteligentes en España, la DR
explícita aún no ha comenzado y la agregación no está implementada en el sistema eléctrico
español. El único esquema que permite la DR es el programa de demanda ininterrumpida,
que se utiliza por grandes consumidores industriales de electricidad como las industrias de
la construcción o las fábricas conectadas a la red de alto voltaje. La estructura del sector
eléctrico español está regulada y el gobierno es responsable de establecer los métodos de
remuneración de la red4.

El Real Decreto (RD) 900/2015 [Bola] introdujo una lenta transición hacia un modelo
de generación distribuida considerando sistemas de pequeña escala. El RD 15/2018 [Bolb]
eliminó el llamado impuesto solar para dar certidumbre a los prosumidores de energía.
La normativa define diferentes tipos de autoconsumo: colectivo y comunitario. Además,
con la publicación en el BOE de la disposición 18423/2019 de la comisión nacional de los
mercados y la competencia, los consumidores, individualmente o mediante un agregador,

3En el año 2030 se registrarán el doble de emisiones de CO2 que en 1990, (media anual de 2,1%) [Leg].
4Las medidas para desplegar la participación de la DR en los pequeños consumidores fueron consideradas en la Ley

24/2013 del Sector Eléctrico y en el RD 216/2014.

https://www.ree.es/es
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pueden proporcionar todas las necesidades energéticas en cada momento del día al opera-
dor de sistema. Este marco normativo pretende crear un mercado más eficiente y dinámico
en su conjunto, en el que el consumidor pasa a ser un elemento activo en el mercado y
establece medidas de fomento de eficiencia energética. A su vez, en la resolución de 6
de mayo de 2021 ya se aprueban las reglas de funcionamiento de los mercados diario e
intra – diario de energía eléctrica. Concretamente, la regla 11.a enfatiza la necesidad de
revisión de las reglas para la incorporación del almacenamiento y del agregador. Según el
RD, estos actores no estarán vinculados a la venta de energía eléctrica y, por tanto, no
deberían generar nuevos desvíos al comercializador [Bolb].

Por otro lado, el plan nacional integrado de energía y clima [IDA] (2021 – 2030) destaca
la necesidad de integración de recursos renovables en el sistema eléctrico. Actualmente,
la generación flexible en España proviene principalmente de la hidroelectricidad y el gas.
A su vez, el RD ley 23/2020 de medidas de promoción de energías renovables anticipa la
nueva regulación de cuestiones relativas al acceso y conexión incluyendo mecanismos de
subastas basadas en el sistema pay-as-bid.

Para el cumplimiento de los objetivos climáticos asumidos por España queda pendiente
todo un desarrollo regulatorio que defina el modelo de relación entre el suministrador de
energía y el agregador. Con la introducción de estas normas, la gestión agregada podría
ser una realidad en España en 2022, momento para realizar pruebas de habilitación y
para participar en aquellos mercados en los que realmente se pueda prestar servicio.
Nos encontramos sin lugar a dudas, en un momento crucial para el desarrollo de nuevos
sistemas de gestión energética.

PES7. Escaso desarrollo de sistemas de seguridad y protección de datos en
la gestión de demanda. La DR implica el procesamiento de datos personales y la inte-
gración de las TIC a una escala significativa. La protección de los datos, la privacidad y
la seguridad se convierten en temas de debate no sólo para la industria y los inversores,
sino también para los consumidores individuales, ya que los datos procedentes de medi-
ciones procesados por operadores de redes inteligentes se clasifican como datos personales
[Pro21a]. Los clientes tienden a ocultar sus verdaderas intenciones debido a las preocu-
paciones por su seguridad y privacidad y cualquier decisión errónea de las respuestas de
los clientes puede poner en peligro, por ejemplo, la flexibilidad de un modelo basado en
la DR. Además, los medidores inteligentes pueden piratearse fácilmente si un sistema de
gestión no está bien configurado o si no se establecen adecuados criterios de seguridad
y/o privacidad.

PES8. Escasa aceptación de programas de gestión energética e insuficiente
desarrollo en el mercado de la gestión de la DR. Un desafío a superar es el hecho
de que la opción más fácil y más económica para muchos consumidores es el “seguir como
hasta ahora”. En general, los usuarios no se sienten moralmente obligados a promover un
uso de energía sostenible y solo se comprometen realmente si el ahorro de energía no impli-
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Figura 1.5: Nivel de mercado en los sistemas de gestión de la demanda (año 2021), fuente Mordor
Intelligence.

ca un alto coste económico y de comportamiento. Una falta de interés y/o motivación por
parte del ciudadano puede ser determinante en el desarrollo de sistemas de DR. Además,
las contribuciones potenciales de la agregación de consumidores han sido sistemáticamen-
te ignoradas debido a los comportamientos tan dispares entre ellos. Los sistemas actuales
de DR no distinguen automáticamente el potencial variable de la contribución del usuario
que puede determinarse con demandas flexibles sobre una comunidad.

Actualmente se utiliza menos del 2% del potencial mundial de flexibilidad de demanda
[IEA]. Si a esto se incluye la escasa claridad de un marco normativo y/o de un grado
suficiente de su desarrollo, así como la escasez de incentivos y acceso a la financiación,
hace que una inversión carezca de una mínima confianza para materializarse. Aunque el
mercado de la DR está moderadamente consolidado a nivel mundial (ver Figura 1.5), la
región de Asia – Pacífico experimenta un crecimiento significativo. China ha percibido
escasez de disponibilidad de energía debido al rápido crecimiento económico y es un mer-
cado potencialmente grande para los sistemas de gestión. Otro ejemplo se encuentra en
Japón, un mercado abierto que se considera vital para crear el cambio esencial del sector
energético sostenible.

1.4 Objetivos y contribuciones

El principal objetivo de esta tesis es promover una transformación de una parte de la
cadena de valor del sistema energético a través de la cooperación entre las comunidades
de consumidores para alcanzar un óptimo suministro y consumo energético residencial.
Además, se plantean los siguientes Objetivos Específicos (OEx) para su consecución:

OE1. Promover un cambio en la actitud del consumidor en sus hábitos
de consumo energético. Los proyectos energéticos comunitarios deben ser valorados
por todos los servicios que puedan aportar a la red y a la economía en general. Es por
ello que se persigue que los edificios puedan desempeñar un papel fundamental en esta
transformación evolucionando de ser elementos que no responden y que demandan mucha
energía a convertirse en componentes activos de gran eficiencia dentro del sector energético

https://www.mordorintelligence.com
https://www.mordorintelligence.com
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Figura 1.6: Evolución del consumo de energía en el sector residencial (GWh) en el periodo 2020 – 2050,
fuente MITMA [MIT].

que consumen, producen, almacenan y suministran energía, lo que hace que el sistema
sea más flexible y eficiente.

OE2. Diseñar sistemas de gestión de DR enfocados al control y la reasig-
nación de demanda para aumentar la eficiencia energética. Se pretende diseñar
un sistema de agregación que contribuya a la mejora de la eficiencia reduciendo picos
de consumo mediante recursos renovables. A través de un modelo cooperativo, se puede
reducir la necesidad de combustibles fósiles. Según [MIT], se espera una reducción en el
uso de estos recursos en el sector residencial, mientras que las renovables aumentarán
ligeramente hasta 2030 (ver Figura 1.6).

OE3. Integrar la energía renovable en los procesos de gestión. La consecución
de este objetivo llevará a una reducción efectiva de las emisiones de efecto invernadero
motivando a los consumidores a cooperar con fines de sostenibilidad. También se pretende
alcanzar simetría entre producción – demanda con recursos renovables mediante un mejor
uso de la información generada por los consumidores. Por último, se conseguirá aumentar
la calidad de energía con la integración de la llamada energía “verde”, objetivo que estaría
enmarcado en el punto 7 de los objetivos de desarrollo sostenible de la agenda 2030. Este
objetivo destaca por un aumento de la proporción de energía renovable, así como una
mejora de la tecnología para prestar servicios energéticos modernos y sostenibles [age21].

OE4. Facilitar y contribuir a una posible reglamentación de la agregación
de demanda en el marco energético. Hay dos requisitos fundamentales para que
la agregación de demanda pueda desarrollarse de manera competitiva: 1) que todos los
recursos procedentes de generación, demanda y almacenamiento distribuido, incluida la
figura del agregador, puedan acceder a todos los mercados de electricidad; y 2) que se
reconozca y se fomente la independencia del agregador.

OE5. Desarrollar aplicaciones experimentales de gestión de demanda. Esta
tesis plantea la implementación de un marco de cooperación de la DR a través del planifi-
cador, lo que permitirá un equilibrio entre el consumo y la provisión de energía renovable.
Para ello, se evaluará el papel de la agregación en el sistema de gestión.
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Figura 1.7: Visión general de las principales contribuciones de la tesis doctoral.

OE6. Establecer y desarrollar reglas, instrumentos de gestión e intercam-
bio de datos para que los sistemas de gestión garanticen la privacidad de los
consumidores. Se podrá aprovechar todo el potencial de las TIC para adaptar su fun-
cionamiento a las necesidades de una comunidad que garantice la seguridad y privacidad
en las preferencias de demanda de los participantes.

OE7. Crear servicios que proporcionen un mejor uso de los datos para
el establecimiento de patrones de consumo como pautas de comportamiento
en la comunidad. Se perseguirá una modelización precisa del comportamiento de los
participantes y una comprensión más profunda de los factores que la impulsan, y que
pueden ayudar a aliviar desafíos como la aceptación de sistemas de gestión con mejores
estrategias de selección de los consumidores.

Las Contribuciones de esta tesis (Cx) se refieren al estudio de la gestión de la demanda
y desarrollo de las TIC con el fin de obtener esquemas de DR eficaces que permitan una
amplia participación de los usuarios. En base a los objetivos mencionados, se detallan a
continuación las principales contribuciones de la investigación (ver Figura 1.7).

C1. Diseño de un planificador de demanda colaborativo (ver Capítulo 3). Este
servicio permite a los consumidores no sólo tener más control sobre su consumo energético
sino también formar coaliciones en la comunidad y tomar decisiones coordinadas sobre la
integración de energía renovable y su gestión. Se transforma el rol del consumidor en el
sector residencial pasando de ser un consumidor pasivo en sujeto activo de la cadena de
valor de la oferta energética. El sistema emplea la flexibilidad de demanda y proporciona
beneficios a todos los involucrados, lo que permite el consumo y la producción energética
mediante un mejor uso de la información generada por los consumidores. La arquitec-
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tura del sistema requiere una mínima intervención humana y se basa en controladores
domésticos y un agregador comunitario para reasignar la demanda de los participantes.

C2. Aprovechamiento de recursos renovables (ver Capítulo 3). Se implementa
un entorno cooperativo que facilita el consumo y generación de energía renovable.

C3. Validación de un sistema de agregación de demanda (ver Capítulo 4).
La optimización determina si el ajuste energético es apropiado al minimizar el sobre
– consumo total (en horas) de los aparatos inteligentes de la comunidad mediante el
suministro renovable disponible en un determinado espacio de tiempo. Adicionalmente,
un estudio preliminar ha podido determinar los niveles de aceptación de sistemas de DR.

C4. Establecimiento y validación de patrones de comportamiento energético
de un grupo de consumidores (ver Capítulo 5). Se ha propuesto un análisis de agre-
gación de demanda que evalúa las características en las preferencias de una comunidad.
Se clasifican pautas de consumo existentes para determinar el comportamiento energéti-
co a nivel comunitario. Una discusión sobre técnicas de predicción del comportamiento
permite analizar con precisión modelos de agrupación individuales y agregados.

C5. Desarrollo experimental de un planificador de demanda (ver Capítulo 6).
Se implementa un sistema escalable para una comunidad de consumidores que se dirige
conjuntamente al consumo ecológico basado en la colaboración. El agregador implementa
un algoritmo de asignación de recursos compartidos en plataformas hardware ligeras y
rentables. De este modo, se demuestra la viabilidad de la flexibilidad de demanda a nivel
de dispositivo y de comunidad en experimentos controlados de reasignación y de comuni-
cación entre los actores involucrados. Se contribuye a una arquitectura e implementación
del sistema que garantiza la seguridad de las comunicaciones internas, con los servicios y
aplicaciones externas para evitar posibles intrusiones.

La relación entre los problemas detectados, los objetivos y las contribuciones puede
observarse en la tabla 1.1.

1.5 Contexto de la tesis

Este trabajo se ha desarrollado dentro del grupo de investigación GEINTRA (Grupo de
Ingeniería Electrónica Aplicada a Espacios Inteligentes y Transporte) [GEI], un grupo de
alto rendimiento reconocido dentro del Departamento de Electrónica de la Universidad
de Alcalá, compuesto por 23 doctores y cuyas líneas de investigación están estrechamente
relacionadas con la investigación que se ha planteado (Ref: CCTT2006 / R37). El objetivo
fundamental del grupo es desarrollar actividades de investigación básica y aplicada en
temas relacionados con espacios inteligentes y sistemas de transporte e infraestructura.
Dentro de este objetivo general, se incluyen líneas de investigación relacionadas con el
diseño y concepción de sistemas electrónicos, sistemas de sensores, sistemas de detección,
posicionamiento y análisis de comportamiento, visión computacional e imagen médica,
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Tabla 1.1: Relación entre problemas, objetivos y contribuciones.

Problema específico Objetivo específico Contribución

PES1. Regulación obsoleta
de la red eléctrica.

PES2. Gestión energética
individual.

OE1. Promover un consumidor activo.
Dinamizar mercado energético.

Interconexión entre consumidores
y proveedores de servicios.

C1. Diseño de un planificador de
demanda colaborativo. Comportamiento

hacia la sostenibilidad entre
individuos basado en su conciencia

sobre las consecuencias
ambientales de sus acciones.

PES3. Aumento de
demanda energética.

PES4. Aumento del precio
de la energía.

OE2. Planificador – optimizador
de demanda.

C3. Validación de un sistema de
agregación de demanda.

PES5. Escaso
desarrollo sostenible
en materia energética.

OE3. Integrar energía renovable
en el proceso de gestión.

Desarrollar una comunidad
más sostenible.

C2. Aprovechamiento de recursos renovables.
Satisfacción de convertir una comunidad

en sostenible y verde. Servicios de
valor añadido: ayuda y soporte a la

microgeneración.

PES6. Falta de regulación energética
en España en el contecto actual.

Escasez de sistemas de
validación en propuestas

de DR.

OE4. Facilitar y contribuir en la
reglamentación de la agregación

de demanda.
OE5. Desarrollar aplicaciones

experimentales de gestión de demanda.

C4. Establecimiento y validación de patrones
de comportamiento energético de un grupo
de consumidores. Estimación realista de

demanda para la previsión de las
necesidades de generación.

Nivel de aceptación de la DR.
PES7. Escaso desarrollo de sistemas
de seguridad y protección de datos

en la gestión de demanda.
Preocupación por la seguridad

y protección de datos.

OE6 Establecer y desarrollar reglas,
instrumentos de gestión e intercambio
de datos que garanticen la privacidad

Desarrollo de nuevas
tecnologías TIC.

C5. Desarrollo experimental de un planificador.
Automatización del funcionamiento
y gestión de las tareas en el hogar.
Control de demanda y consumo.

PES8. Escasa aceptación de
programas de gestión energética.
e insuficiente desarrollo en el

mercado de la gestión de la DR.

OE7. Crear servicios que proporcionen
un mejor uso de los datos para

el establecimiento de patrones de consumo
como pautas de comportamiento.

C5. Seguridad por diseño.

control, automatización y robótica, y sistemas de transporte e infraestructura inteligentes,
que es la línea de investigación que se centra esta tesis.

La temática de la tesis doctoral se enmarca dentro de la investigación del proyecto
ENEFF – PILOT [ENEa], financiado por el programa de Atracción de Talento de la Co-
munidad de Madrid (Ref: 2017 – T1/TIC – 5184). Los objetivos del proyecto persiguen
alcanzar pruebas sostenibles a través de la inversión en TIC en el marco de IoT. Concre-
tamente, el proyecto desarrolla y despliega una solución tecnológica para una comunidad
de consumidores con el objetivo de ser sostenible y eficiente energéticamente.

1.6 Metodología

Dentro de esta sección junto con la contextualización abordada, se procede a describir la
metodología empleada en esta tesis para llevar a cabo la escalabilidad de un planifica-
dor que agrega, programa y optimiza la demanda comunitaria. Para ello, se cuenta con
tres actores principales: un grupo de consumidores, que está dispuesto a cooperar en la
consecución de los objetivos de la comunidad, es decir, ser más ecológicos; un gestor de
recursos, que permite una reducción rentable de las emisiones alentando a los ciudadanos
a cooperar y a centrarse en las energías renovables y en el proveedor de servicios, que
distribuye recursos renovables.
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Para la validación del planificador, se evalúa el coste de tiempo necesario y la capacidad
de reasignación de demanda del algoritmo de programación a través de la idoneidad de
una serie de técnicas heurísticas. Esta validación se realiza en escenarios de casos de
comunidad basados en el número de participantes y en sus preferencias de consumo.

La reasignación se establece mediante diferentes estrategias que determinan el grado
óptimo de reasignación. Las estrategias hacen referencia al turno de los consumidores en
el proceso: el primer consumidor siempre el mismo, aleatorio, o con una estrategia de
sistema Round Robin (RR). Se ofrecen dos ajustes de configuración en la agregación: en
un entorno centralizado, los consumidores comparten su información con el agregador
de la comunidad para la reasignación; en un entorno semidescentralizado, existe mayor
conciencia de la privacidad y la lógica de agregación se ejecuta individualmente. La evalua-
ción del algoritmo planificador también se realiza a través de sistemas de microgeneración
mediante usuarios que generan su propia energía. Además, se propone la aceptación de
programas de agregación mediante un cuestionario piloto realizado a través del proyecto
ENEFF – PILOT, y cuyos resultados se publicarán próximamente.

La capacidad de agregación de la DR también se evalúa estableciendo como experto
los posibles comportamientos de la comunidad y los factores influyentes en el proceso de
agregación de acuerdo con el volumen, el flujo de demanda, la flexibilidad del consumidor
o el flujo de suministro de fuentes renovables. Gracias al estudio de patrones se obtienen
diferentes tipos de comportamiento en la comunidad. La validación de estos patrones
analizados por experto se lleva a cabo mediante un análisis automático no supervisado y
supervisado. En esta línea, se clasifican las pautas existentes en el conjunto de datos de
comunidades en función del consumo, logrando así la segmentación de consumidores por
grupos de similitud.

Una limitación importante de la metodología empleada es la dificultad de extracción
de información sobre la flexibilidad del consumidor del conjunto de datos de consumo que
se emplea. Sin embargo, valores como el grado de homogeneidad y grado de demanda
determinan grupos de similitud de consumidores. Para resolver esta limitación se selec-
ciona un conjunto de consumidores para realizar experimentos adicionales en el algoritmo
de agregación. Los datos de consumo de hogares se configuran como parámetros en el
algoritmo sobre diferentes hipótesis de preferencias de flexibilidad y suministro renovable.
Los consumidores se agrupan según el aprendizaje automático empleado y se configuran
manualmente para generar escenarios de flexibilidad, que se realiza de la siguiente forma:
el consumo mínimo anual del hogar establece la demanda fija, mientras que su diferencia
con la franja de consumo máximo establece la demanda reasignable; también se extrae
manualmente el periodo del pico de consumo y su duración.

Para predecir una mejor estrategia en los programas de la DR se presenta un marco
de discusión sobre la predicción de consumo en diferentes casos destacando el comporta-
miento de las series individuales, y su validación basada en series históricas de consumo
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Figura 1.8: Posibles beneficios de las contribuciones de la tesis doctoral.

de energía residencial. Se modelan los hogares individualmente por grupos de hogares
similares y mediante un modelo único agregado para obtener una predicción única que
proporcione información sobre comportamiento de la comunidad.

Tabla 1.2: Comparación entre los posibles beneficios y desventajas en las contribuciones de tesis.

Beneficios Desventajas
Aumento de eficiencia energética,
equilibrio de oferta y demanda

y reducción de costes.

Elevado coste de instalación
del sistema de gestión.

Proporcionar recursos
de energía renovables.

Control malicioso si
el sistema no está bien configurado.

Agregador como dispositivo
de gestión para reducir

picos de consumo.

Los proveedores pueden
proporcionar un servicio

sin garantías.

Bidireccionalidad de datos
y electricidad.

Escasa claridad del marco
normativo, de incentivos y
acceso a la financiación.

Ajuste del consumo energético
mediante predicciones.

La comunicación debe
estar disponible continuamente.

Reducción de demanda
máxima mediante técnicas

de optimización.

Falta de interés por parte
del ciudadano.

Medición inteligente para
un proceso eficiente de energía.

Consumidor
como sujeto pasivo de la cadena de
valor de abastecimiento energético.

Desarrollo de un sistema de
energía de distribución fiable.

Para los proveedores de servicios,
la información será más importante

que la propia energía que puede generar.
Modelos de negocio que reúnen

DR, almacenamiento y tecnologías
de producción de energía in situ.

No hay un único estándar
en el campo de las TIC.

Por último, en la validación experimental del programador de demanda se proporcio-
nan tecnologías TIC para alcanzar conjuntamente un objetivo común hacia la sostenibili-
dad y la eficiencia energética mediante la cooperación. La implementación del algoritmo
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permitirá la elección de plataformas adecuadas para el agregador y el home controller.
La evaluación de la comunicación hace posible discernir una conexión óptima entre par-
ticipantes. Adicionalmente, una discusión sobre la seguridad de la red en un montaje
experimental evalúa la robustez de los enlaces de comunicación.

El desarrollo de este trabajo de tesis ha permitido cuantificar los beneficios (ver Figura
1.8) una vez abordados los objetivos que están sujetos a desafíos y puntos débiles. Por
consiguiente, la tabla 1.2 resume estos posibles beneficios así como las desventajas que
pueden aparecer de los desarrollos futuros de esta investigación.

1.7 Estructura de la tesis

El contenido de esta tesis doctoral se ha organizado en siete capítulos que ayudarán a
contextualizar este trabajo dentro del campo de la DR en el sector residencial:

• Capítulo 1: Introducción. Este capítulo incluye el contexto de la tesis, el plantea-
miento del problema, los objetivos de la investigación, así como la metodología y las
aportaciones propuestas.

• Capítulo 2: Estado del arte. Se realiza un estado de la cuestión orientado a explicar
conceptos como agregador, DR o marcos de cooperación, y se muestran una serie
de proyectos piloto enfocados en la gestión de demanda. Este análisis en áreas de
aplicación de la DR también presenta una revisión crítica y un análisis de propuestas
centradas en diferentes aplicaciones de la misma: gestión de demanda (visualización
y control), segmentación de demanda/clientes, apregación, optimización, predicción
y patrones de comportamiento.

• Capítulo 3: Planificador de demanda agregada: arquitectura de sistema y diseño.
Este capítulo sirve de nexo entre las contribuciones de las tesis: Capítulo 4, Capítulo
5, Capítulo 6 y el estado del arte (Capítulo 2). Una vez identificadas las debilidades
y las fortalezas de los trabajos relacionados con la gestión de demanda, se procede a
presentar un planificador de demanda energética. Se describen los diferentes agentes
y procesos de optimización, haciendo énfasis en el desarrollo de diferentes formas de
coalición de consumidores y de técnicas heurísticas en la resignación de demanda.

• Capítulo 4: Evaluación del algoritmo planificador. Este capítulo se centra en la vali-
dación del planificador y en un análisis profundo del comportamiento de los consu-
midores en la agregación de demanda. Se analiza la implementación en términos de
la reasignación y se evalúan los recursos necesarios a través del coste computacional
necesario para diferentes escenarios en la comunidad residencial y la reasignación
obtenida en función de las preferencias de los consumidores.
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• Capítulo 5: Análisis de comportamiento y validación de patrones. La investigación
dentro de la previsión de demanda se amplía mediante la implementación de algorit-
mos de clasificación de hogares por grupos de similitud y de predicción de consumo
individual y agregado. Se procede a un análisis estadístico para destacar el compor-
tamiento de series individuales y su validación basada en series históricas de consumo
energético residencial.

• Capítulo 6: Validación experimental del programador de demanda. En este capítulo
se desarrolla un banco de pruebas escalable basado en la colaboración para la gestión
de demanda de una comunidad de consumidores. Se analiza la implementación de la
arquitectura en términos de coste computacional y seguridad, así como las técnicas
de aprendizaje automático implementadas en el agregador. También se evalúa la
comunicación sobre una serie de protocolos de red entre los diferentes actores del
marco colaborativo.

• Capítulo 7: Conclusiones. Este último capítulo resume todo el trabajo de esta tesis
doctoral mediante la comprobación de los objetivos planteados, una recapitulación
de las principales conclusiones y contribuciones, además de las principales limitacio-
nes encontradas. En este sentido, se establecen futuras líneas de investigación para
desarrollar y consolidar el trabajo iniciado en esta tesis doctoral. Se incluyen las con-
tribuciones a la comunidad científica que se presentan en términos de transferencia
del conocimiento y de publicaciones. Por último, se incluye la bibliografía en una lista
de referencias a otros trabajos de investigación y documentos técnicos utilizados en
la tesis.



Capítulo 2

Estado del arte

2.1 Introducción

Este capítulo ofrece el marco contextual en el que se sustenta esta tesis doctoral, y que
se estructura en torno a la cooperación de servicios de DR. Con el fin de ofrecer una
visión ordenada de los estudios existentes, se han agrupado las principales investigaciones
en siete áreas temáticas: gestión de demanda (visualización y control), segmentación de
demanda/clientes, agregación en la DR, optimización, predicción, patrones de compor-
tamiento y plataformas experimentales. La figura 2.1 organiza estas principales áreas de
actuación que contribuyen al desarrollo e implementación de las tecnologías de DR. Ello
permitirá analizar los patrones de comportamiento que pueden surgir de la interacción y
participación de los consumidores/prosumidores en los servicios de agregación diaria, que
a su vez potencian la previsión energética, la segmentación de consumidores/demanda y
la optimización de demanda de una comunidad residencial (edificio/barrio/distrito). Sin
embargo, este estudio también dejará al descubierto los principales desafíos y carencias
en materia de gestión e implementación de la tecnología DR en el sector residencial.

Siguiendo la organización propuesta, la sección 2.2 explora los principales desarrollos de
gestión sobre en el control y la visualización de demanda y las tecnologías de habilitación
para la DR centradas en plataformas hardware, infraestructuras, protocolos de comunica-
ción, arquitecturas de red y de seguridad. La sección 2.3 se centra en una descripción de la
investigación relacionada con la segmentación de demanda/clientes. La sección 2.4 aborda
los principales trabajos en torno a la tecnología de agregación. Siguiendo la organización
propuesta, la sección 2.5 resume las diferentes técnicas de optimización que nos guiará en
la toma de decisiones y ayudarán a gestionar la transición entre diferentes niveles: desde
el consumidor y el agregador hasta el proveedor de servicios. Se trata de un punto de
partida que pretende comprender el contexto actual sobre los sistemas de reasignación
de demanda. La sección 2.6 recoge las principales técnicas de regresión que se emplean
en modelos individuales y agregados enfocadas en la predicción de consumo. La sección
2.7 introduce modelos que caracterizan y analizan el comportamiento del consumidor y
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Figura 2.1: Áreas de actuación estudiadas en un desarrollo de DR y principales técnicas de aprendizaje
automático, adaptada de [CPBA21].

el establecimiento de patrones de consumo mediante técnicas de aprendizaje automático.
En la sección 2.8 se presentan las principales plataformas experimentales que se están
desarrollando en el sector energético residencial en el mercado europeo y español. Por
último, la sección 2.9 concluye con una recapitulación del estado del arte, una revisión
crítica, así como las principales aportaciones de esta tesis.

2.2 Gestión de demanda: visualización y control

El creciente interés por las soluciones basadas en la gestión queda bien ilustrado en la
figura 2.21, donde se observa un incremento superior al 60% en el número de publicaciones
científicas desde el año 2013. En la literatura existe una gran variedad de trabajos con
enfoques de gestión de demanda (DSM, Demand Side Management) y programas de
DR como instrumentos para lograr la eficiencia energética [RPTY19, ZWB+17, SK17,
SNG18, YP20, HZNB21, ZLX+21, CQR+21, Jor19]. DSM se considera una herramienta de
referencia en usuarios energéticos para mejorar la eficiencia y la optimización de recursos,
protegiendo el medio ambiente y llevando a cabo actividades de gestión del consumo
energético [HHW+13, SHS+21, SESE+21].

Las TIC y las aplicaciones IoT también están impulsando oportunidades no sólo para
aumentar la eficiencia energética en el hogar, sino también para ampliar los activos de la
red como un sistema ciberfísico [LLL+11]. Los aparatos y los dispositivos de usuario que se
pueden gestionar por plataformas hardware autónomas han aumentado las expectativas

1La principal herramienta utilizada para identificar literatura relevante ha sido el motor de búsqueda Scopus [Sco21],
que es la mayor base de datos de bibliografía revisada. Los resultados de búsqueda han sido cuidadosamente filtrados para
aplicaciones de demanda y no forman parte del ámbito energético en general.
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Figura 2.2: Publicaciones en áreas de actuación de la DR desde el año 2013.

para la eficiencia como, por ejemplo, la reducción de las facturas, la comodidad y la
mejora de la seguridad en el hogar [CMM20, HDZS20, LCL16, MGR+15]. Algunas de
estas tecnologías TIC son medidores inteligentes para lectura de consumo, home controller
para el control de aparatos y de demanda, o herramientas software para gestión y/o
información. Muchas empresas relacionadas con la gestión y la eficiencia (p.ej., Belkin,
GE, IBM, Intel o Siemens) están avanzando en el desarrollo de algoritmos para facilitar
a los consumidores la toma de decisiones sobre su uso energético, pero los avances y las
plataformas empleadas son difícilmente accesibles para su control y desarrollo.

La aparición de plataformas de bajo coste también ha permitido la implementación
de una serie de controladores domésticos para obtener datos de consumo, generar perfiles
de demanda y controlar aparatos inteligentes [MVD+14, MCV16]. La automatización
puede desarrollarse mediante plataformas en código abierto y alojadas localmente como
OpenHAB [PM19] o Mozilla WebThings [SSK+20] o Home Assistant [SJAS19, ARJ+20].
Esta última destaca por ofrecer un sistema rápido, confiable, seguro y flexible, y tiene
como objetivo controlar los aparatos a través de un smartphone con wifi como protocolo
de comunicación y un sistema hardware como servidor. El usuario puede interactuar
con el sistema a través de una interfaz web. En el año 2021 han aparecido propuestas
de crowdfunding como Home – Assistant – Amber, un dispositivo que actúa como home
controller que permite integrar localmente mas de 1000 aparatos inteligentes de diferentes
características [Cas21b].

Otras herramientas adicionales como el monitoreo de demanda por métodos no inva-
sivos (NILM, Nonintrusive Load Monitoring), de dominio público recientemente, están
siendo desarrolladas para una visualización o monitorización no intrusiva de demanda
(desagregación) que separa datos de consumo de hogares en datos a nivel de aparato
[BKP+14, KK15a, RHU+19, HRU+19]. Trabajos en la Universidad de Alcalá detectan
eventos e implementan tareas NILM a través de una arquitectura SoC [NdDOHU21].
Sin embargo, el elevado coste de los equipos, que dificulta la escalabilidad y la falta de
precisión en la desagregación, son los principales desafíos a los que se enfrenta esta técnica.
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Tabla 2.1: Plataformas hardware.

Hardware Características Communicación Sistema
operativo Consumo Fortalezas/

Debilidades

Raspberry Pi 3
1.2 GHz Quad Core
BCM2837, 1 GB
CPU, 64bit

4 USB, wifi,
Bluetooth, opcional
ZigBee and Z – Wave

Raspbian
Ubuntu
Windows 10

1.8 W
Código abierto
Python; C++;
coste: 50 e

Arduino 32 MHz controlador
ATmega2560 32 kB

wifi, Bluetooth,
ZigBee, GSM 0.2 W

Código abierto
hardware/software;
flexibilidad.
coste: 30 e

BeagleBone

720 MHz procesador
Cortex – A8
512 MB

USB, PLC,
Bluetooth,
ethernet

Angstrom
Linux 1 W

Similar a Raspberry;
Fácil instalación;
coste: 90 e

RADXA
ROCK Pi 4, RK3399
SBC, 1 GB
procesador ARM

wifi, bluetooth,
USB Port,
GbE LAN

Linux 2.3 W
Código abierto
Flexibilidad;
coste: 50 e

Libelium
Waspmote

14.7 MHz
ATmega1281
28 kB

USB, 802.15.4/ZigBee
LoRaWAN,wifi
GSM/GPRS,
módulo 4G

Linux 2 W

Flexibilidad;
ZigBee,wifi y
LoRaWAN
coste: 200 e

Xilinx Spartan
FPGA

16 Mb SPI flash
100 MHz Ethernet, USB Linux 2 W SH, Deep Learning,

Sistema autónomo

PYNQ Sistema embebido
Zynq (SoC)

bluetooth, ethernet,
USB Linux 2.3 W Hardware IoT

Código Python

Control4Home
Automatización Smart living

Bluetooth, wifi
Z – Wave
y ZigBee

Licencia -
Operación con
conexión internet;
No instalación

Nexia Smart home
Automatización Z – Wave Licencia -

Sin conocimiento
de instalación
Z – Wave;
Baja compatibilidad

LG smart
appliance

Controlar aparatos
LG desde dispositivo wifi Licencia -

Sin conocimiento
de instalación;
sólo aparatos LG

A continuación, se presentan las plataformas hardware, la infraestructura y la arqui-
tectura de red así como los protocolos de comunicación más importantes en el paradigma
actual de las TIC e IoT.

1. Plataformas hardware

La tabla 2.1 recoge las plataformas hardware más prometedoras encaminadas a im-
plementar un sistema de gestión doméstica con un home controller o un agregador,
haciendo hincapié en el coste, la compatibilidad, la escalabilidad y la versatilidad
[FMFCFLC18, SCRC19].

Raspberry Pi [QGMG17] es una computadora en una tarjeta electrónica con blue-
tooth y wifi integrado. La aparición de microcontroladores económicos como Arduino
[Ard21] ha permitido también la implementación de un home controller de bajo cos-
te dedicado principalmente a obtener los datos de consumo para generar perfiles de
demanda [AMEZAM15]. Por ejemplo, el trabajo de [BGM+13] diseña e implemen-
ta un home controller controlado remotamente usando Zigbee en la comunicación
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con la tarjeta Mega de Arduino. En [NP15] se discute y se evalúa el rendimiento de
BeagleBone blue para el control de dispositivos, una plataforma hardware de código
abierto similar a Raspberry Pi. De forma similar, la propuesta de [QSSRAGAH17]
desarrolla un sistema de monitoreo remoto usando Libelium Waspmot [Lib21], un
dispositivo modular que permite la integración de diferentes sensores.

Además, las implementaciones de aprendizaje mediante matriz de puertas progra-
mables (FPGA, Field Programmable Gate Array) funcionan por la exploración de
computación paralela [ADAA18]. Particularmente, la implementación de algoritmos
en la plataforma Zedboard [Zed21] (procesador Zynq – ARM Cortex – A9) facilita
el control de demanda en un modelo determinista de gestión [KMSM16]. A su vez,
[BW18] propone un algoritmo modelado en lenguaje Verilog en una FPGA que hace
posible la reconfiguración dinámica de una red de área local (HAN, Home Area Net-
work). En este ejemplo se desarrolla un prototipo de home controller gracias a una
tarjeta con procesador Cortex – A7 y módulo wifi [VS15].

2. Infraestructura de comunicación

En este apartado se expone una descripción sobre las tecnologías domésticas inte-
ligentes existentes, sus propiedades de seguridad y los protocolos de comunicación
más factibles. Se analizan las tecnologías adecuadas y el uso eficiente de infraestruc-
turas disponibles en la red de área local HAN, que está formada por aparatos dentro
del hogar; la red de área vecinal (NAN, Neighbourhood Area Network), que recoge
datos de múltiples HAN locales y se envían a un concentrador de datos; y la red de
área amplia (WAN, Wide Area Network), que puede tener un radio de decenas de
kilómetros y se conecta al proveedor de servicios.

Las infraestructuras en una HAN comprenden las tecnologías de comunicación para
desplegar el home controller integrando los aparatos inteligentes. Las tecnologías
de comunicación (alámbricas, inalámbricas, de corto y largo alcance) proporcionan
servicios de energía sostenible para redes inteligentes [ZMR+18]. Existe una amplia
gama de infraestructuras de red para la transmisión de datos [AGF16], incluidas las
tecnologías cableadas y no cableadas, que se utilizan ampliamente para la transmisión
de datos en estos dispositivos.

Algunos enfoques se centran en la fibra óptica para una transmisión de intercambio
de datos de alta velocidad cuyo coste se justifica cuando se requieren altas tasas de
transmisión de datos [SAMVG18]. PLC (Programmable Logic Controller) se aplica
generalmente a las redes informáticas o contadores inteligentes cableados para mo-
nitoreo remoto y aplicaciones de control ofrecidas por las empresas de servicios. Son
arquitecturas adecuadas ya que proporcionan redes de comunicación flexibles. Sin
embargo, es necesario abordar desafíos como la integración IP (Internet Protocol ad-
dress) o los problemas de comunicación en tiempo real [YGT+14]. Por este motivo,
[ACC+18] propone una solución de bajo coste al acoplar la señal del PLC a través
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de datos agregados evitando las tecnologías inalámbricas. Por otro lado, el marco re-
gulatorio actual permite la suficiente flexibilidad para incorporar nuevas tecnologías
PLC2 en una comunidad [PVR+17, FWG18, SS17], ofreciendo sistemas y/o solucio-
nes basados en sistemas de recursos renovables (RES, Renewable Energy System)
para ser implementados en una amplia variedad de redes heterogéneas.

En el ámbito doméstico [ZLC+16, LWK20], la transmisión de datos se establece
principalmente a través de una variedad de técnicas no cableadas como ZigBee, Z –
Wave, Bluetooth, wifi, o 6LoWPAN (IPv6 over Low power Wireless Personal Area
Networks), un estándar que posibilita el uso de IPv6 sobre redes basadas en el es-
tándar IEEE 802.15.

La gran mayoría se corresponden con protocolos de comunicación inalámbrica de
corto alcance [SKH18, SAU12]: 1) ZigBee [BG12] ofrece un adecuado rango de comu-
nicación de hasta 100 m, con una baja tasa de datos (hasta 250 kbps) y de consumo.
Aunque la velocidad de datos de ZigBee es inferior a la de wifi (hasta 300 Mbps), es
aceptable para la mayoría de las aplicaciones domésticas y es más simple y menos
costoso que Bluetooth o wifi; 2) Z – Wave [MJR15] se utiliza para la comunicación de
corto alcance debido a su baja latencia de comunicación en pequeños paquetes de da-
tos; 3) Bluetooth es ampliamente utilizado en interacción del controlador y aparatos
para intercambiar datos a cortas distancias y de rápido intercambio [CP15, CHL16];
y 4) wifi ofrece una alta tasa de datos y de largo alcance que mejora la visibilidad y
la seguridad [FM16].

En el contexto NAN, 6LoWPAN se aplica al diseño de automatización de edificios
[HCAC15] que contribuye a reducir el coste y la complejidad de la arquitectura de
automatización [JVRA17]. Por el contrario, el servicio inalámbrico 4G LTE ofrece
mayor rendimiento y velocidad, así como una menor latencia sobre 3G, wifi o WiMax
(Worldwide Interoperability for Microwave Access) [HQG+12].

En redes WAN, el estándar celular basado en WiMax y el sistema global para las
comunicaciones móviles (GSM, Global System for Mobile Communications) son ade-
cuados para este tipo de redes, que cubre un radio de mil metros y comprende dos
redes interconectadas [SCRC19]. GSM es un sistema de comunicación de bajo coste
con una señal de excelente calidad que también se implementa entre varios home
controller. Los protocolos LoRaWan (especificación para redes de baja potencia y
área amplia, (LPWAN, Low Power Wide Area Network) y 5G demuestran alta velo-
cidad, ancho de banda y capacidad de respuesta mientras operan en varias bandas
de frecuencia con y sin licencia. Además, LPWAN (LoRa) cumple con la mayoría de
los desafíos y aplicaciones IoT. Por el contrario, la introducción de 5G en IoT sigue
siendo lenta y otras tecnologías parecen más prometedoras en la actualidad.

La tabla 2.2 resume las principales características de las tecnologías examinadas y se
2Se debe tener en cuenta la reglamentación para permitir el uso de las tecnologías PLC en despliegues en el exterior,

como se discute en [GSW10].
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Tabla 2.2: Redes inalámbricas.

Tecnología Standard Tasa de datos Rango de
frecuencia Consumo Rango de

transmisión Fortalezas Áreas de
aplicación

Cifrado/
Autenticación

Bluetooth IEEE802.15.1 24 Mbps (v3.0) 2.4 GHz Bajo 10 m típico

Redes pequeñas,
Seguridad, Rapidez,
Fácil acceso,
Flexibilidad

HAN Desafío en esquema
respuesta/CRC32

wifi EEE802.11x 11,54 to 300
Mbps exterior

2.4 GHz
5 GHz Muy alto Hasta 100 m

Popular en HAN
Velocidad,
Flexibilidad

HAN 4 - Way handshake/
CRC32

Z-Wave 802.11 100Kbps 2.4 GHz
868.42 MHz Bajo 30 m interior;

100 m exterior Sin interferencias HAN, NAN AES128/
32 bit hogar I.D

Zigbee IEEEE802.15.4 256 Kbps 2.4 GHz Muy bajo 10 - 100 m
Bajo coste
Bajo consumo
Topología flexible

HAN,NAN
ENC - MIC - 128
Llave encriptada/
CRC16

LPWAN
SigFox
LoRaWAN
NB - IoT

0.3 a 50 kbit/s
por canal 915 MHz Bajo 10 km en

entorno rural
Baja potencia
Bajo coste NAN, WAN Criptografía de clave

simétrica/AES 128b

6LoWPAN IEEEE802.15.4 250 Kbps 2.4 GHz Low Up to 200 m Bajo consumo HAN, NAN Criptografía de clave
simétrica/AES 128b

GSM/GPRS
ETSI GSM
EN 301349
EN 301347

14.4 Kbps (GSM)
114 Kbps (GPRS)

935 MHz. UE
1800 MHz Bajo Muchos km Bajo coste

Calidad de señal
HAN, NAN
WAN

64 bit Encriptación/
generación clave

WLAN IEEE 802.11 150 Mbps 2.4 GHz
UE Bajo 250 m Robustez HAN, WAN WEP, WPA, WPA2/

Abierto,

5G Rastreador
tecnología 5G Hasta 20 Gbps

3400-3800 MHz
concesión de
licencias UE

Muy bajo 46 m interior;
92m exterior

Alta velocidad
Baja latencia HAN, WAN Encriptación clave

3G UMTS Hasta 14.4 Mbps 450, 800 MHz
1.9 GHz Bajo Hasta 100 m

Rapidez
transferencia
dato

HAN, WAN
CDMA2000 /
Autenticación y
acuerdo de clave

HTTP/S MQTT PROTOCOLO
PERSONALIZADO CoAP

TCP UDP

IP

WiFi - IEEE 802.11x - 2.4GHz - 867 Mbps - Mayor a 100m 
Bluetooth - IEEE 802.15.1 - 2.4GHz - 24 Mbps (v3.0) - 10m  
Zigbee - IEEE 802.15.4 - 868.42MHz - 250 Kbps - 30m   
Zwave - 802.11 - 2.4GHz and 868.42 MHz (EU) - 30m 

Aplicación

Transporte

Red

Enlace

Figura 2.3: Protocolos para sistemas IoT, adaptada de [CPBG20].

incluyen unas recomendaciones sobre las áreas de aplicación más apropiadas.

3. Protocolos de comunicación

IoT ha crecido en los últimos años en protocolos de comunicación e implementación.
Las evaluaciones se enfocan desde una gran variedad de modelos de servicio de co-
municaciones [KSG18] a protocolos específicos como CoAP (Constrained Application
Protocol) o MQTT (Message Queuing Telemetry Transport) [CK16, DCJMB19] (ver
Figura 2.3).

Concretamente, [VMJ+19] describe protocolos que reúnen los requisitos de comu-
nicación como MQTT [Lig17, KSG18] y CoAP [CoA20]. Ambos emergen como los
principales protocolos de mensajería ligera y es la aplicación específica la que de-
cide según los requisitos de la capa de transporte. Comparaciones basadas en si-
mulaciones muestran que CoAP funciona mejor en términos de consumo de energía
[MGRC19, HSRR18]. En particular, las bibliotecas de CoAP se analizan en profun-
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didad en [IUOU17] sobre plataformas altamente restringidas. Los estudios concluyen
que ciertas implementaciones son interoperables y más rápidas. Al igual que el tra-
bajo descrito en [DC19], por medio de la tecnología MQTT/TLS (Transport Layer
Security) y CoAP/DTLS (Datagram Transport Layer Security), se logra la confi-
dencialidad e integridad de los mensajes, así como la autenticación de los usuarios
[KSH+13, Uri16].

Si se habla de protocolos centrados en la seguridad, existe una amplia variedad de
soluciones que pueden desplegarse en recursos limitados de IoT [HS14]. Las soluciones
se centran en su mayoría por requisitos de sistemas dentro del dominio HAN [LB16].
Para la evaluación de la seguridad, [POL19] proporciona un método en el dominio en
el hogar y explica los diferentes escenarios de amenazas de seguridad, que ayudará
a entender el procedimiento de ataques en protocolos específicos. Sin embargo, se
carece de una metodología estandarizada para para evaluar los riesgos de seguridad
[AA18].

2.3 Segmentación de demanda/clientes

La agrupación y la segmentación puede emplearse para identificar hogares potenciales en
los programas de la DR. Concretamente, la literatura se centra principalmente en de-
sarrollos basados en datos de demanda o de consumo. La categorización por grupos de
similitud se considera un área de aplicación de gran interés. Un sistema basado en escena-
rios y modelos predictivos puede minimizar el coste de demanda valorando la flexibilidad
para clasificar a los usuarios en una comunidad [ISM18, AJ19].

Los clústeres son herramientas empleadas para agrupar hogares sobre la base de datos
de demanda y se suelen clasificar por días o se promedian a lo largo de varias semanas. El
objetivo es diverso y se suelen establecer grupos de similitud para tarifas de tiempo de uso
[TK21] o para clasificar la elasticidad del consumo en función de la contribución de los
clientes [AVT+16]. Esta clasificación permite también descubrir usuarios potenciales para
reducir la demanda y que se puede lograr mediante algoritmos no supervisados, como el
agrupamiento jerárquico (HC), k – means [WZY19] o algoritmos supervisados como k –
vecinos más cercanos (KNN, K Nearest Neighbors) [KFR14, RCU+14, JSB+21].

Las técnicas de análisis no supervisado k – means se emplean principalmente para com-
prender y segmentar el comportamiento energético de los consumidores [VVKK18]. Por
ejemplo, [MFG15] se ha centrado en la extracción de conocimientos a partir de los datos
del perfil de demanda y emplean el análisis de componentes principales (PCA, Principal
Component Analysis) para extraer información de los datos de consumo [MM20]. De esta
forma, los consumidores se agrupan mediante el uso de mapas autoorganizados. Los re-
sultados muestran que este método de agrupación encuentra eficazmente formas similares
e identifica patrones de consumo. Adicionalmente, las técnicas híbridas de clustering se
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utilizan para establecer grupos de consumidores como modelos de agrupación. Los prin-
cipales logros se centran en una reducción de picos de consumo y ponen de relieve la
dificultad de la evaluación de resultados con análisis no supervisados debido a la falta de
datos etiquetados [JEJJ16, HSG16, XKC+21].

Las técnicas de análisis supervisado, como KNN, [MM20] o lógica difusa [RPPK18,
MSS18], incorporan características variadas en los perfiles de demanda y en el mecanismo
de clasificación, como recursos energéticos distribuidos locales3. Igualmente, el análisis
discriminante lineal (LDA, Linear Discriminant Analysis) separa los datos de forma muy
precisa tras la reducción de variables [AVT+16]. El análisis mediante el razonamiento
difuso se puede combinar con técnicas como bosque aleatorio (RF, Random Forest) y
ANN para determinar la exactitud de la previsión en edificios [JNMA15].

Si se habla de proveedores de servicios energéticos, algunas distribuidoras están con-
fiando en los sistemas de información geográfica (SIG, Geographic Information System)
y en la inteligencia de localización para profundizar en el origen de la demanda y en la
forma de gestionarla en el futuro [IK18, CH20]. Además, al clasificar las comunidades en
segmentos de consumidores organizados por algún tipo de datos socioeconómicos, los SIG
pueden proporcionar a las empresas de servicios información sobre las opciones de estilo
de vida de las comunidades relacionadas con la energía renovable. Con la actual transición
a RES[KLS+17], el papel de las empresas de servicios seguirá evolucionando en respuesta
a las nuevas estructuras y políticas del sistema energético, así como a las tendencias en
materia de innovación tecnológica y las expectativas de los consumidores. La aplicación
SIG no solo proporciona información sobre las opciones de estilo de vida de las comu-
nidades, sino que también orienta las decisiones basadas en la situación geográfica, por
ejemplo, dónde ubicar la infraestructura de energía renovable [VCN19, FHJW18].

Por lo tanto, los proveedores de servicios que comprenden las pautas de consumo y/o
producción de las comunidades están catapultando la capacidad y equilibrando los servi-
cios, reduciendo el coste de la integración de RES en los sistemas energéticos existentes
[Use16]. No obstante, existen problemas en la estimación de la flexibilidad de demanda
[DM12]. Además, los responsables de la formulación de políticas están prestando apoyo a
programas como la modernización de aparatos y su control y otros incentivos para promo-
ver la eficiencia energética en los hogares, edificios residenciales o instalaciones públicas
[Her07, RJA+15, JBB16].

2.4 Agregación en la respuesta de demanda

El compromiso del consumidor en el hogar y/o comunidad inteligente se promueve en gran
medida por incentivos financieros para reducir y/o optimizar costes [RNI+19, CFB+20].
Los clientes responden al aumento de precios cambiando el comportamiento y prácticas

3Recursos energéticos conectados en las redes de distribución (p.ej., las fuentes de generación, vehículos eléctricos.)
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de uso en desarrollos de agregación de demanda [SAMA18, ZLC+16]. Otros trabajos
tienen objetivos fundamentales basados en la eficiencia [MHFSk+17, LLX+20a, AMIH20,
GKBJP19].

Por ejemplo, los agregadores desarrollan una estrategia de envío de señales a sus con-
sumidores para modificar su demanda como respuesta a los requisitos del operador del
sistema o a la disponibilidad del mercado. Mientras trabajos como [GRSS20] añaden un
componente de penalización, otros modelos de agregación se apoyan en las asociaciones de
consumidores creando una plataforma de suscripción a las plantas de energía distribuida
[AG18, FSV18]. Concretamente, [ALCB17, LWK20] proponen modelos distribuidos en
un sistema de asignación energética, donde múltiples compañías y consumidores son los
participantes para alcanzar un equilibrio energético.

La vivienda cooperativa juega un papel importante en el desafío de la construcción de
la energía sostenible. Además, cuando se habla de agregar a los usuarios finales en una
sola entidad en presencia de almacenamiento y/o generación distribuida, las técnicas de
gestión deben ser eficientes y escalables en el contexto de microrred. Tal es el caso de
[PIM19], que se centra en las microrredes y el almacenamiento y que, mediante políticas
basadas en la configuración de demanda y la oferta en edificios residenciales, se logra
reducir costes. Los agentes participan en el mercado energético y definen estrategias en
función de sus intereses. Por ejemplo, los consumidores residenciales ayudan a las empre-
sas de distribución [KPG15] o desarrollan estrategias creadas en un entorno incierto de
fuentes renovables [NG21, ASS17]. En este sentido, la teoría de juegos cooperativos son
otros enfoques que a menudo se utilizan como coaliciones de demanda y de consumidores
[ÉHMP21, YH16, LWZJ18, SRR+17, NCR+21].

Por lo tanto, el desarrollo de la tecnología de DR se está reactivando para que los
consumidores y/o prosumidores [JGB+15, CFMK19] en todos los niveles: edificios resi-
denciales, individualmente o a través de un agregador, puedan participar en los mercados
de equilibrio y flexibilidad del sistema energético para objetivos financieros y/o eficiencia
[HHSkC20, GG14].

La tabla 2.3 muestra una selección de proyectos relevantes sobre agregación enfocados
en el sector residencial a nivel global. [LLX+20b] recopila los principales sistemas de
agregación e incide que la mayoría de trabajos se centran en el sector comercial, industrial
y grandes consumidores. La capacidad de la agregación residencial para acceder a los
mercados varía en la UE [BCC+20, KA22]. Por ejemplo, en Alemania, actualmente los
agregadores requieren un acuerdo con el proveedor antes de acceder a la flexibilidad del
consumidor. En este país, Energy Meteo Systems [Eneb] apoya a los agregadores de energía
en la integración eficiente del mercado. Los Países Bajos también proporciona servicios
de red a través de una red de medidores de hogar, como ocurre en Eneco CrowdNett
[Ire]. En Francia, en cambio, los acuerdos predeterminados permiten a los agregadores
acceder a todos los mercados sin negociar y pueden adoptar los papeles de minoristas
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Tabla 2.3: Principales proyectos centrados en la agregación y/o gestión de demanda.

Proyecto Pais Objetivo
Marin Clean
Energy [mce]

California
EE.UU Primera agregación municipal en California para reducir la huella energética.

Cape Light
Compact [CAP] EE.UU Sirve a 200.000 clientes administrando programas de eficiencia energética,

ofreciendo RES pero con bajas tasas de participación.
Ohm [ohm21] EE.UU Reducción de consumo en momentos críticos de forma gratuita.

Voltalis [Vol19] Francia Gestión activa del consumo o desconexión de demanda residencial.
Ahorro de energía y gesto ecológico y solidario que beneficia a todos.

Bambooenergy
[Bam] España Desarrollan una plataforma para que minoristas y agregadores

gestionen de forma eficiente los recursos de flexibilidad distribuidos.

E-DeMa [Sma] Alemania Nivel de aceptación de los clientes en las TIC, en la gestión inteligente de
demanda y en el suministro de datos de consumo en 700 clientes.

Next Kraftwerke
[Kra] Alemania Promueve una red de múltiples productores y consumidores de energía distribuidas

que pronostica la producción y el consumo aproximado de energía en tiempo real.

Your Energy
Moment [You]

Países
Bajos

Impacto de penetración de servicios de flexibilidad en términos tecnológicos,
económicos y sociales en zonas residenciales. Respuesta significativa y positiva

de los clientes en el ajuste de demanda en respuesta a precios dinámicos.
LINEAL
[Lin] Finlandia Proyecto colaborativo sobre una red de distribución automatizada,

incluyendo el agregador como nuevo ente en el sistema
DR-BOB
[DR-]

Reino
Unido

Técnicas para aprovechar la flexibilidad de demanda y promover
el uso eficiente de aparatos, así como estrategias de cambio de demanda.

EirGrid
[eir] Irlanda

Proyecto centrado en el sector residencial involucrando a 15000 clientes para
asegurar un rango de flexibilidad de DR incluyendo sistemas de generación in situ

que pueden variar entre los RES.
FlexNet
[Fle] Noruega Flexibilidad en la distribución inteligente de la red eléctrica que se centra en

obtener beneficios de flexibilidad de demanda en la red inteligente.
IDE4L
[IDE] Finlandia Desarrollo de sistemas de automatización que permitan la supervisión y control en tiempo

real de demanda y comercialización de servicios de flexibilidad de agregadores.
Aspern smart

[ASP] Suiza Soluciones innovadoras para que la comunidad funcione como centro de microenergía,
optimizando el uso de la energía dentro y fuera del edificio.

InteGrid
[Hom19] UE Tiende un puente entre los ciudadanos, los proveedores de servicios o los agregadores.

Dominoes
[dom21] UE Tienen como objetivo permitir el descubrimiento y el desarrollo de nuevos servicios de DR,

agregación y gestión de red.
GOFLEX
[GOF] UE Permiten a los actores regionales agregar y comercializar la energía. Marco de

DR automatizada y un conjunto de herramientas para los consumidores residenciales.

DELTA
[hom21] UE

Plataforma que introduce escalabilidad y adaptabilidad en las herramientas
de DR de los agregadores: propone sistemas multiagentes, agrupación de demanda,

previsión y esquemas de incentivos.
EDF
[edf21] UE El mayor agregador de activos flexibles distribuidos de Europa,

con una importante presencia en el Reino Unido, Francia, Alemania y Bélgica.
OpenADR

Allianc [ADR21] Japón Engloba a clientes comerciales, industriales y residenciales y
ofrece programas de DR basados en el precio y la fiabilidad.

Clpgroup
[Clp21] China

Programa centrado en el sector residencial que animar a los clientes a transferir
el consumo en los periodos punta a los periodos periodos

en los que las tarifas son relativamente bajas

energéticos. La gestión activa con mecanismos destinados a aumentar la participación de
los consumidores en los mercados ha sido más explotada en Reino Unido [Ofg], con el
desarrollo de empresas que agregan el consumo de todos sus clientes y operan frente al
gestor de red como una sola entidad. De esta forma, participan en mercados en los que
pueden equilibrar el sistema gestionando su consumo de forma instantánea.

En el caso de España, la agregación no está implementada actualmente en el sistema
energético. Como ejemplos en desarrollo, [CLLS16] analiza los beneficios de la DR aplicada
en hogares españoles. El proyecto Flexiciency [FLE21] desarrolla plataformas de operador
del sistema de distribución en la ciudad de Málaga que permiten el almacenamiento de
datos, el análisis, o la previsión de demanda. Los proyectos IREMEL [IRE21] o Coordinet
[Coo20] ofrecen una solución a los mercados de flexibilidad desarrollando servicios de
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Figura 2.4: Principales técnicas de optimización empleadas en la gestión energética en el año 2020.

gestión de demanda o almacenamiento, generando energía renovable a pequeña escala. De
esta forma, consiguen identificar y agrupar la demanda flexible de varios clientes a través
de un agregador. Otras soluciones como HolaLuz [hol21] o Solify [SOL21] mantienen y
controlan la energía producida en placas fotovoltaicas. Por último, [Bam] aparece en el
año 2021 como ejemplo prometedor de desarrollo de una plataforma para que minoristas
y agregadores gestionen de forma eficiente los recursos de flexibilidad distribuidos. Todas
estas propuestas son ejemplos que vienen a confirmar la importancia de la implementación
de sistemas de gestión y/o agregación en entornos realistas.

2.5 Optimización de demanda

La optimización de demanda puede realizarse mediante algoritmos heurísticos o determi-
nistas, dependiendo de la formulación en los sistemas de DR. La optimización heurística
recoge la mayoría de las investigaciones actuales en un 76% (ver Figura 2.4). Caben
destacar los trabajos inspirados en la naturaleza [IJM+18], optimización lineal/no-lineal
[FRC+19] o MILP [CC21]. La programación de aparatos mediante MILP considera in-
tervalos de tiempo, preferencias de consumidor, así como diferentes tipos de perfiles de
consumo [QNK+15, ADPDV13]. Sus soluciones se dirigen a minimizar tanto el coste ener-
gético como la demanda máxima de los aparatos y se simulan teniendo en cuenta los costes
totales o los niveles de confort.

Las principales ventajas de los métodos basados en población e inspirados en la natu-
raleza4 son los tratamientos de tareas que se formulan con un gran número de variables
de decisión [BS13]. Sin embargo, ciertos algoritmos tienen sus propios inconvenientes y no
ofrecen la garantía de encontrar una solución óptima si se comparan con algunos modelos

4Estos sistemas son capaces de alterar eficientemente los cambios e interrupciones en la programación de aparatos. Los
algoritmos inspirados en la naturaleza también son capaces de encontrar soluciones prometedoras en un tiempo razonable
debido a su capacidad de exploración y explotación.
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(a) (b)

Figura 2.5: Número de publicaciones en técnicas de aprendizaje automático (a) y principales técnicas de
regresión (LR, RF, SVR, ANN) empleadas en la gestión energética desde el año 2013 (b).

basados en métodos de programación determinista [KSS18, GSVC19]. La heurística basa-
da en GA y ANN también se emplea para programar la demanda y reducir la formación
de picos de consumo, mejorando la relación pico a promedio y ayudando a los usuarios
a minimizar sus gastos [IJM+18, IHK+20, LH18]. PSO es otra técnica heurística que se
relaciona con la reasignación de demanda que se enfoca principalmente en la optimización
de precios [GD19, KKA14, ZLLH05, FVSF13, FFVS19].

2.6 Predicción de demanda

Un área de aplicación para la DR en el sector energético de gran interés es la previsión de
demanda y de precios. La figura 2.5a muestra que más de un 37% de las investigaciones
sobre técnicas de aprendizaje automático están centradas en esta área de previsión. La
mayoría de los trabajos han utilizado técnicas basadas en datos para modelar y predecir
la respuesta de los clientes a las señales de DR [ACGW18, SHF20, ZBT16].

La predicción de demanda puede informar sobre la planificación en tiempo real y a largo
plazo mejorando la programación y proporcionando mejores servicios a los agregadores
respondiendo a los consumidores de forma óptima [RDK+19]. Sin embargo, es difícil operar
con gran precisión ya que los hábitos de consumo varian significativamente debido al gran
número de variables como el clima, los patrones de actividad u ocupación, tamaño de los
hogares, comportamiento heterogéneo del consumidor, etc.

Para operar con gran precisión, es crucial identificar las técnicas adecuadas en la aplica-
ción de demanda individual o mediante ciertos grados de agregación [MB19, WKK+20], de
ahí que el desarrollo de técnicas de regresión haya crecido exponencialmente en la última
década (ver Figura 2.5b). Trabajos como en [ENP12, ZBT17] exponen que los hogares con
aparatos inteligentes gestionan la DR de forma eficiente mediante un modelo adecuado de
estimación de demanda teniendo en cuenta un gran número de variables. Concretamente,
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[WKK+20] evalúa diferentes técnicas de aprendizaje automático con datos de 47 edificios
para predecir la demanda y en [VPR+16, Hed16] se presentan estudios de evaluación del
rendimiento y precisión en la predicción del consumo en hogares, comunidades y agrupa-
ciones similares. Incluso mediante técnicas aprendizaje por refuerzo profundo se podrían
estudiar algoritmos auto ajustables. Sin embargo, estas técnicas son dependientes de un
entorno de simulación [VCUKN19].

De entre las técnicas más empleadas cabe destacar el análisis mediante máquinas de
vectores de soporte (SVR, Support Vector Regression), una técnica ampliamente utilizada
en la previsión del consumo diario del hogar y que suele emplearse para garantizar la
seguridad del suministro eléctrico [GZ14, CXC+17, JAK+18]. Si bien la mayoría de los
trabajos están centrados en técnicas de simulación, [FLZX15] predice la demanda eléctrica
al día siguiente en un entorno real de edificios públicos. Otros trabajos proponen SVM
(Support Vector Machine) para prever la demanda a largo plazo o escalarse en edificios
residenciales [WHVA14, KAA20, JSCT14]. Estos análisis presentan niveles de precisión
significativamente diferentes en el caso de un conjunto de datos de diferentes tipos de
consumidores si se comparan métodos de agregación [PMG+17].

Por lo tanto, se aplican técnicas adicionales como regresión lineal (LR, Linear Regres-
sion), RF o ANN para predecir el nivel de consumo con mayor precisión y que podría apli-
carse en niveles agregados, tal y como se muestra en [SLC20, VLLM19, VCA+20, Hed16].
De hecho, [PKN+21, KP16] demuestran la predicción unificada como buen ejemplo de
gran precisión, y gracias a múltiples niveles de agregación, se logra que la previsión final
sea robusta.

Por último, la técnica LR estima la demanda máxima con gran precisión, donde factores
relacionados con la actividad influyen notablemente en el consumo [GSBK18, SMDG19].
El número de ocupantes o aparatos son predictores influyentes del aumento del consumo
diario. Los métodos basados en RF también se han desarrollado ampliamente en la DR
para predicción del consumo individual en función del estado del hogar o factores am-
bientales como humedad, horario o temperatura [GEV+21, GLS+17, BSM16, CWG+20],
o parámetros sociales [AMR17, WWZ+18]. También se incluyen parámetros como la hora
del evento de DR o puntuaciones estacionales con la variable de consumo eléctrico de los
consumidores como objetivo para predicción [LSQ+19]. Además, la técnica RF se aplica
en sistemas de agregación y alcanza parámetros de rendimiento elevados si se comparan
con técnicas como ANN, SVR o LR [VVT21, HCKR21, GP21, WWZ+18].

2.7 Patrones de comportamiento

El análisis y la modelización del comportamiento de los clientes sobre la DR se ha estu-
diado ampliamente en la literatura [ARC+20]. Una pieza fundamental para comprender y
optimizar un sistema de DR es el reconocimiento de factores sociales y de comportamiento
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y su impacto en el compromiso del consumidor, así como en el rendimiento de servicios
de agregación [SEH+20, WXL+20, LGL+21, LLX+20a, RHY20]. Los factores relevantes
se extraen mediante técnicas de clasificación o regresión para optimizar la capacidad de
DR y tienen un impacto significativo en la capacidad agregada. Sin embargo, muchos
resultados no son exhaustivos en cuanto al análisis del impacto de las características más
influyentes de comportamiento, puesto que sólo se dispone de datos de consumo.

El comportamiento del usuario es, por tanto, una de las mayores incertidumbres en la
DR, lo que hace que la estimación precisa de las respuestas de los usuarios sea una tarea
difícil de cuantificar [KSRK17]. La identificación de patrones puede ayudar a determi-
nar qué plataformas, reglas de mercado o incentivos son más eficaces en una comunidad
determinada y cómo los miembros de la comunidad podrían responder en el futuro. Por
ejemplo, [PBC19, SSS21] contribuyen a tender puentes entre la agregación prevista y los
algoritmos de programación que analizan el consumo, identifican perfiles de demanda y
características de consumidores [GB09, JAD21, JAD20, WCG+19]. Sus resultados pue-
den utilizarse para seleccionar participantes potenciales en los sistemas de gestión. Para
profundizar en este análisis de comportamiento, [ARCF21] basa su estudio en las carac-
terísticas del hogar y de los dispositivos cuando responden en un programa de DR basado
en incentivos. Este estudio concluye que los hogares con aparatos que consumen mucha
energía tienden a responder mejor que la media. Sin embargo, no encuentran pruebas
para responder mejor a lo largo del tiempo o si los esquemas basados de colaboración
reducirían costes.

Los estudios de comportamiento relacionados con esquemas de colaboración asientan
las bases para diseñar programas centrados en el comportamiento del consumidor. Estos
trabajos centran sus resultados en cuestiones de comportamiento que reducen y/o amplían
la eficiencia energética [SNG18, MNS18, GPLG17, AXE+15, ND09]. Otros factores como
el precio pueden inducir a un ahorro de costes y a una reducción de picos de consumo
[MD18].

2.8 Plataformas experimentales

La tecnología para la DR, la flexibilidad de demanda y la agregación es un mercado aún
en I + D con pilotos y demostradores que se están implementando y qué pueden tener
éxito a nivel global. Bancos de pruebas como en Bélgica [DLB+15], Shanghai [ZSY+16,
SES+15] o los llevados a cabo en los Países Bajos [GSL+19, OJWR17] han medido la
flexibilidad temporal de contadores inteligentes, la retroalimentación del consumo eléctrico
de los hogares, el rendimiento para reconocer patrones y la eficacia de los incentivos de
precios. En Alemania estudiaron diferentes hogares para controlar el consumo [SA13]. Los
consumidores fueron expuestos a cambios de precio un período de dos años y pudieron
ajustar el funcionamiento de aparatos o programarlos para que comenzaran en periodos de
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precios bajos. El estudio ofrecido por [KKMS15] constata una reducción de consumo en 77
hogares que emplearon aparatos (p.ej., lavadoras) que podían reducir el consumo máximo
nocturno un promedio de 48% frente al grupo de control con aparatos no inteligentes.
En Bélgica se llevó a cabo un estudio con un total de 418 aparatos programables a través
de 186 hogares. Entre los resultados, pudo observarse que cada hogar podía alcanzar un
promedio de disminución donde los participantes recibieron un pago de incentivo por cada
40 horas de la flexibilidad que ofrecían [DLB+15]. Otro ejemplo se encuentra en Noruega,
donde se analizó un piloto de 40 hogares controlados por contadores inteligentes [SG11].
Los participantes fueron expuestos a una tarifa basada en los picos históricos de precios
durante un año.

Todas estas propuestas son de gran importancia para validar una tecnología innovadora
que incentiva en el desarrollo de las TIC en la red eléctrica. Como ha quedado patente,
una comunicación interna fiable y una correcta interoperabilidad de aparatos inteligentes
son cuestiones de gran importancia que deben abordarse para una futura implementación
a gran escala. Igualmente, la mayoría de pilotos se guían principalmente por beneficios
económicos y deberían tener en cuenta que los beneficios medioambientales podrían tener
un gran impacto en nuestro entorno. Por último, el desconocimiento de los precios por
parte de los clientes o la falta de intercambio de información entre clientes y empresas de
servicios públicos son dificultades a tener en cuenta en la implementación de pilotos.

2.9 Conclusiones

En este capítulo se ha propuesto una revisión de la literatura en conceptos como DSM
o DR, así como los principales desafíos y objetivos que se plantean en relación con la
agregación de la demanda. Para ello, la tabla 2.4 presenta los diferentes trabajos basados
en gestión de la demanda recopilados y clasificados en las siguientes áreas de aplicación:
visualización y control, segmentación, agregación, optimización, predicción y patrones de
comportamiento. A continuación, se recogen las principales conclusiones:

1. Visualización y control, donde se ha realizado un estado del arte de los requisitos
hardware y se han identificado las plataformas libres y de bajo coste más prome-
tedoras (p.ej., Raspberry Pi), así como los principales protocolos de comunicación
necesarios en una implementación experimental para la gestión de demanda (p.ej.,
MQTT o DTLS). En este punto, se han tratado de agrupar los estudios más significa-
tivos sobre las infraestructuras de red de transmisión de datos de aparatos inteligentes
en tres actores determinantes que forman un sistema de DR: consumidor, agregador
y proveedor de servicios en cada uno de sus campos de aplicación.

En el ámbito doméstico HAN (área del consumidor), la transmisión de datos entre
los aparatos se realiza principalmente a través de una variedad de técnicas no ca-
bleadas como ZigBee (cuenta con una baja tasa de datos y consumo de energía), Z
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Tabla 2.4: Revisión de la literatura por áreas de aplicación específicas de DR.

Trabajos
Área Optimización Visualización

y Control
Predicción
de demanda

Patrones
de consumo

Segmentación
y clustering Agregación

[PBC19], [GPLG17], [MSS18], [RPPK18],
[JEJJ16], [KFR14], [PASL18], [LCW19] ! !

[Bay15], [ZBT18], [VMEG20], [GG14],
[DTM+17], [AG18], [MEM+19], [MAB19],
[ARC+20], [GSL+19], [PIM19], [CMM20],
[IJM+18], [MCV16], [Jor19], [QNK+15],
[ADPDV13], [SMH16], [LH18], [BS13],
[LSS12], [MXL+20], [ALCB17], [SJJ+18],
[HZNB21], [ZLX+21], [CQR+21], [SK17],
[YP20], [GD19], [KKA14], [ZLLH05],
[FVSF13], [FFVS19].

!

[SGA14], [AJ19], [VCUKN19], [ZBT17],
[TK21] ! !

[QGMG17], [DLB+15], ! !
[SLRTM+14], [GB09], [SET+18], [VBRF18],
[GZZ+18], [SMDG19], [DM12], [KSRK17],
[SNG18], [MNS18], [WLO+18], [AXE+15],
[ND09], [RHY20]

!

[AMIT20], [Use16], [HHSkC20], [MXL+20],
[SLG+19], [LLX+20a], [JGB+15], [HDZS20]
[RNI+19], [LGL+21], [AMIH20], [GKBJP19],
[GRSS20]

! !

[PRG14], [JNMA15], [RDK+19], [FLZX15],
[WHVA14], [GSBK18], [GLS+17], [BSM16],
[JAK+18], [CXC+17],

! !

[WZY19], [LMRM18], [CKL12], [HKA+13],
[RCU+14],[MM20] !

[LLL+11], [LCL16], [MGR+15], [HCP+14],
[PLB+14], [PCL+16], [SAMA18], [ZLC+16],
[NP15], [ADAA18], [KMSM16],
[VS15], [ZMR+18], [AGF16], [SAMVG18],
[ACC+18], [PVR+17], [BG12], [MJR15],
[CHL16], [FM16], [VPR+16], [HQG+12],
[LWK20]

!

[MVD+14], [DPLTLDP17], [BGM+13],
[LTLDPDP19], [AMEZAM15], [HSG16] ! !

[CFMK19], [FMFCFLC18], [SCRC19],
[QSSRAGAH17] ! !

[ACGW18], [SHF20], [KAA20], [JSCT14],
[SLC20], [VLLM19], [VCA+20], [PKN+21],
[KP16], [ARC+20]. [GEV+21], [AMR17],
[WWZ+18], [VVT21], [HCKR21], [GP21],
[MB19], [LJA+19], [ENP12], [GZ14],
[WKK+20], [Hed16]

!

[SEH+20], [WXL+20], [LGL+21],[LLX+20a] !
Tesis doctoral: [CPBA21], [CPBG20], [CPBG19],
[PCBG19], [UAH21], [PCBG20] ! ! ! ! ! !

– Wave (utilizado para la comunicación de corto alcance debido a su baja latencia
de la comunicación de pequeños paquetes de datos en entornos escalables), y wifi
(que tiene una alta tasa de datos y de largo alcance que mejoró en la visibilidad y
la seguridad también). La red de área vecinal NAN (área del agregador) conecta los
home controller de los clientes en una infraestructura de comunicación wifi bidirec-
cional encargada de transmitir sus demandas y preferencias de tiempo al agregador
y una red de área amplia WAN, que establece la comunicación entre el agregador y
las subestaciones de servicios y puede comunicarse a través de 3G, 5G o LPWAN.

2. Segmentación de demanda. Con el despliegue de una infraestructura inteligente a
gran escala, los programas DR pueden, por ejemplo, adaptarse en función del grado
de consumo de los usuarios. Para ello, es clave segmentar adecuadamente un conjunto
de usuarios para entender la dinámica de consumo. Parámetros como la duración,
la flexibilidad, el volumen o curva de demanda pueden agrupar consumidores que
muestran dinámicas diferentes. También se pueden encontrar diferentes perfiles re-
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levantes para comprender el comportamiento en una comunidad y que dependen de
una amplia variedad de factores, como las condiciones socioeconómicas del entorno o
el mismo perfil del consumidor. Los mecanismos empleados en la segmentación se di-
viden en análisis supervisados (p.ej., SVR, RF, LR, o KNN) y no supervisados (p.ej.,
PCA, k – means o k – prototypes). Aunque la mayoría de los estudios proporcionan
valiosas contribuciones, estos trabajos se centran en la exploración de una técnica
de aprendizaje automático para un dominio de aplicación específico. No obstante, se
han podido esclarecer qué técnicas son las más adecuadas según el área de aplicación
de la DR, como es el caso de la segmentación.

3. Agregación de demanda. Según las experiencias de agregación en la DR, se ha cons-
tatado el desarrollo de numerosos proyectos que tratan de dar soluciones experimen-
tales en un entorno local o más amplio. Dentro de Europa y a nivel mundial, los
países están tratando de reformar sus mercados en una estructura más liberalizada
y se están desarrollando iniciativas y recursos comunitarios que facilitan su parti-
cipación. Sin embargo, hasta ahora, casi nadie ha visto, experimentado o vivido en
un entorno residencial cooperativo que ofrezca una gama completa de soluciones de
gestión basadas en las TIC. Esto puede deberse a que las implementaciones están
sujetas a especificidades técnicas, el marco normativo o el contexto ambiental y social
del propio sistema. La implementación del agregador para la reasignación/optimiza-
ción de demanda está comenzando a implementarse en Europa, pero su desarrollo
varía dependiendo de la regulación. En España, por ejemplo, la agregación no está
implementada actualmente en el sistema energético.

4. Optimización de demanda. Se han presentado diferentes métodos según el paradigma
o conceptos en los que se basan los algoritmos. Las técnicas de optimización heu-
rísticas son ampliamente desarrolladas, como los algoritmos evolutivos o los basados
en la naturaleza. GA, PSO son algoritmos empleados para resolver los problemas de
optimización que se plantean en el hogar. En los problemas de reasignación y DR
centradas en el hogar es habitual simplificar el modelo de forma que pueda resolverse
mediante técnicas de programación lineal (p.ej., MILP). Sin embargo, esta técnica
aumenta su complejidad a medida que se introducen variables. Se puede decir que,
en general, existe una tendencia a simplificar los problemas de una comunidad in-
teligente, ya sea simplificando el modelo mediante algoritmos exactos, o utilizando
heurísticas capaces de proporcionar soluciones a modelos complejos. Algunos auto-
res apuestan por sistemas multiagente para abordar los problemas en la gestión de
demanda. Normalmente, estos métodos se basan en la teoría de juegos y utilizan
mecanismos para incentivar a los agentes a comportarse de una determinada forma.

5. Predicción. La selección de mecanismos de predicción en diferentes contextos de
agregación de demanda (p.ej., en consumidores individuales o en agrupaciones de
consumidores) proporciona una caracterización óptima en la previsión del consumo.
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Las ventajas de la agregación para la previsión ofrece un aumento en la precisión de
la predicción. Ambos enfoques, individualista o agregado, tienen sus ventajas, pero
hasta ahora se han investigado de forma aislada debido principalmente a la escasa
implementación de servicios de gestión escalables o cooperativos en un entorno real.

6. Patrones de comportamiento. La información sobre patrones de demanda residencial
aporta con buena precisión ciertas características de los consumidores. Aunque la
gran diversidad de patrones es una ventaja en un proceso de clasificación, se requiere
una gran base de datos para representar adecuadamente a cada uno de ellos. Se
pueden concebir estrategias de gestión de energía en función de patrones relevantes
de demanda. Las herramientas de clasificación de consumidores también se emplean
para seguir los cambios en los patrones de consumo a lo largo del tiempo. A título de
ejemplo, la evaluación comparativa de la flexibilidad del cliente posibilitaría conocer
cuál sería la influencia y el impacto de iniciativas específicas de gestión de demanda
y de respuesta para un grupo de usuarios o incluso a mayor escala (p.ej., en un
distrito).

A partir de la revisión de la literatura se han encontrado varias lagunas que esta
tesis pretende cubrir. En primer lugar, hay gran número de trabajos relacionados con la
DR en el hogar, pero sólo unos pocos abordan problemas de DR en procesos escalables
residenciales. Además, existe una falta de propuestas que propongan métodos de DR para
reducir los costes relacionados con los picos de demanda mediante la inclusión de recursos
renovables. A pesar de las soluciones actuales de la industria, no hay un claro ganador entre
las empresas que desarrollan una solución energética viable que responda a la demanda
en esta nueva oportunidad de mercado y no hay una solución residencial de mercado
para la administración de energía. En cuanto a la reasignación, la mayor parte de las
investigaciones se centran en el desarrollo de métodos de optimización centralizados, pero
no hay una clara dirección en la investigación que compare el uso de métodos escalables
centralizados y distribuidos para abordar este problema.

Por consiguiente, esta tesis establece la flexibilidad de demanda como elemento de
programación de recursos energéticos, y su desarrollo puede tener un gran impacto en el
equilibrio y la fiabilidad del sistema eléctrico. Los aparatos se agregan y su uso se controla
automáticamente para reasignar los tiempos de demanda (p.ej., cuando se generan reno-
vables en un tramo horario). Los consumidores, que ofrecen su flexibilidad expresando y
reprogramando sus procesos, son recompensados a cambio, por ejemplo, de precios más
bajos u otros servicios de eficiencia energética. Además, los productores de su propia ener-
gía (y de otros), también llamados prosumidores (p.ej., mediante el uso de un panel solar
en el hogar, el almacenamiento de energía en las baterías de los hogares, o la venta de la
energía producida en sus propios locales) desempeñan un papel importante para el éxito
de las interacciones entre los interesados y el equilibrio energético local y comunitario.

Por todo lo expuesto, en los siguientes capítulos se presentan el diseño y la validación
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de un modelo de agregación de demanda colaborativo y escalable mediante técnicas heu-
rísticas que, según las preferencias de un conjunto de consumidores, hará una comunidad
más sostenible y eficiente. Además, el análisis y el reconocimiento de patrones de compor-
tamiento pueden ayudar a conseguir una mejor estimación del potencial de DR de una
comunidad de consumidores, no sólo antes del despliegue del modelo sino también a lo
largo de la ejecución del mismo. Más específicamente, puede servir para i) estimar el nivel
de compromiso de los consumidores en un evento de DR; ii) para identificar y orientar a
los posibles candidatos para la DR automatizada: iii) para la orientación/reasignación de
demanda; iv) para ayudar a la comunidad a predecir sus necesidades de microgeneración;
y v) para personalizar un esquema de recompensas de acuerdo con un patrón comunitario
reconocido. En este sentido, la implementación hardware en un plataforma incluyendo
recursos de gestión (control y visualización), de técnicas de reasignación/optimización de
demanda, con recursos de aprendizaje automático para el desarrollo de patrones de com-
portamiento, y sumado a la integración de recursos renovables, hace que el desarrollo de
esta plataforma experimental sea una línea de investigación interesante y necesaria para
la comunidad científica.



Capítulo 3

Planificador de demanda agregada:
arquitectura de sistema y diseño

3.1 Introducción

El consumidor individual en el sector residencial no suele considerarse como población
objetivo de programas de DR debido a su bajo nivel de consumo energético. Cuando se
trata de la participación activa del consumidor, el énfasis en el consumidor individual
no producirá ninguna diferencia visible, pero un grupo o comunidad de consumidores sí
tendrá un gran impacto y ofrecerá resultados deseables en eficiencia energética. Por tanto,
se está comenzando a introducir la idea de nuevas entidades en el mercado que actúan
como mediadores y/o intermediarios entre un grupo de usuarios y distribuidoras.

Estas nuevas entidades poseen la tecnología para llevar a cabo la DR y son responsables
de la instalación de los dispositivos de comunicación y del control en las instalaciones de
los usuarios finales. De este modo, se prevé que el diseño de la agregación de demanda
de los clientes individuales permita ampliar los programas de DR a las comunidades
residenciales. La red tradicional cuenta con estos programas para consumidores en gran
escala, como plantas industriales o edificios. Sin embargo, en el sector residenciales no
se incluye un mecanismo similar debido principalmente a tres razones: la dificultad para
gestionar un gran número de unidades residenciales sin comunicación, el desarrollo de
herramientas de automatización eficientes y la dificultad de integración de arquitecturas
heterogéneas en la gestión y la configuración de demanda. Si, debido a las exigencias de
los consumidores, se añade una escalabilidad gradual y escasos márgenes de reasignación,
la complejidad del sistema de demanda aumentará gradualmente.

En este capítulo se presenta un novedoso gestor energético con un diseño que radica en
el consumidor como pilar fundamental. Se propone que un grupo de consumidores tenga
la posibilidad de cooperar y alcanzar un comportamiento coordinado para que los clientes
puedan conocer su consumo energético y programar su demanda para las próximas 24
horas.
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La sección 3.2 presenta el planificador de demanda cooperativo y la definición de tres
casos de uso en la actividad del planificador. La sección 3.3 describe la arquitectura del
planificador de agregación. Concretamente, la sección 3.4 expone el papel del consumidor.
Se proporciona una aplicación para preasignar una demanda de 24 horas junto con una
serie de preferencias por cada aparato que se programe y se ofrece el papel del controlador
para establecer comunicación con otros actores del planificador. La sección 3.5 explica las
características del proveedor de servicio en la programación agregada. La sección 3.6 se
centra en el papel del agregador y también se describe la comunicación entre los actores del
planificador. La reasignación se puede comparar mediante diferentes técnicas heurísticas
basadas en su optimización tal y como se ejemplifica en la sección 3.7. Por último, la
sección 3.8 finaliza la propuesta explicando el algoritmo de agregación. Se ofrecen dos
ajustes de configuración, así como cuatro estrategias en la reasignación de demanda según
el orden de los consumidores.

La principal contribución de este capítulo recae en el diseño de un planificador coope-
rativo de consumidores que ofrece servicios de gestión de demanda a gran escala. La
definición de un marco óptimo de programación, que asigna la demanda de los consumi-
dores de acuerdo con sus preferencias y la disponibilidad de recursos renovables, facilitará
al planificador cooperar de forma segura e identificar pautas de consumo energético. La
validación del planificador posibilitará la reasignación en demanda de diferentes escenarios
de hogares, comunidades y comportamiento de consumidores y propiciará que el consumo
sea más sostenible y eficiente. El número de aparatos involucrados y la flexibilidad en
los intervalos de operación son factores que se deberán tener en cuenta en la eficacia del
planificador de agregación.

3.2 Planificador de demanda cooperativo

A la vista de las necesidades planteadas en la introducción de este capítulo sobre la acep-
tación de programas de DR en las comunidades residenciales, se presenta a continuación
el diseño de un sistema de cooperación de demanda, que consta de: 1) un conjunto de
participantes llamados consumidores Ci; 2) un conjunto de acciones disponibles para cada
consumidor llamadas estrategias o preferencias (p.ej., la decisión de compartir la energía
o no); y 3) una cantidad de demanda de energía asociada de beneficio o ganancia que
el consumidor recibe. Cada participante intenta elegir la mejor acción disponible y ade-
cuada para su propio beneficio y/o el de la comunidad (la acción que proporciona mayor
recompensa, llamada mejor respuesta). La mejor acción depende, en general, de las ac-
ciones de otros participantes. La toma de decisiones con múltiples consumidores puede
determinar una acción particular. Así, el resultado de un consumidor individual depende
de las decisiones tomadas por otros integrantes que participan en el proceso. En este caso,
la situación involucra a un grupo de consumidores que se clasifican en dos enfoques: A)
no – cooperativos y B) cooperativos:
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A) El enfoque no – cooperativo se aplica para predecir las acciones de los consumidores
individuales que intentan aumentar sus beneficios sin considerar los efectos de sus decisio-
nes en el resultado del resto de participantes. La palabra “no – cooperativo” no siempre
significa que los consumidores no cooperen entre sí, sino que las decisiones tomadas deben
ser autocumplidas sin que haya comunicación entre los consumidores involucrados. En los
enfoques no – cooperativos, los consumidores individuales pueden actuar de forma egoísta,
desviarse sólo de una solución propuesta si no es de su interés, y no coordinan sus acciones
con otros consumidores. Por ejemplo, un hogar prosumidor en un marco de reparto de
energía en una microrred probablemente actuará de forma egoísta ya que compartir su
energía renovable podría reducir sus propios recursos. Por el contrario, si se rechaza com-
partir la energía, puede que no reciba ninguna cantidad de energía renovable en futuros
períodos en los que se necesite, y por tanto, afectará negativamente a su estrategia.

B) El enfoque cooperativo se centra en cómo se dividen los beneficios entre un grupo
de consumidores que se comunican entre sí y reciben servicios de demanda agregada. La
cooperación, que consiste en una negociación en coalición llamada equilibrio de Nash1,
implica situaciones en las que un grupo de consumidores deben acordar ciertas condiciones
de cooperación. Los consumidores involucrados en la coalición no siempre tienen el mismo
interés y no aportan el mismo valor, pero esperan recibir beneficios por formar coaliciones,
dependiendo del valor que aporten. En estos casos, se demuestra que los consumidores
reciben más beneficios de los que obtendrían individualmente.

El problema de la negociación puede ser declarado por dos usuarios que han tenido po-
sibles acuerdos contractuales y tienen intereses en llegar a un acuerdo, pero sus intereses
no son del todo idénticos. ¿Cuál será el contrato acordado asumiendo que ambas partes
se comportan racionalmente? Existe un gran número de soluciones de negociación axio-
máticas y estratégicas [BRW86]. Sin embargo, se considera que la negociación se centra
en el resultado y sus propiedades, pero no el proceso de negociación [Rot87]. Se propone
elegir un resultado basado en axiomas acordados que se deben satisfacer:

• Solución pareto – óptima: ningún jugador puede mejorar en sus preferencias sin
empeorar a ningún otro jugador.

• Simetría: la solución debe depender sólo de la función de preferencias de los consu-
midores, no de la identidad de los mismos.

En resumen, el objetivo es proporcionar mecanismos para mantener la cooperación
entre los consumidores dispuestos a participar. La cuestión principal es cómo se dividen
los beneficios y los costes de un esfuerzo conjunto entre los participantes.

La figura 3.1 presenta una descripción de la actividad del planificador basada en va-
rios casos de uso, que es realizada por el consumidor para llevar a cabo el envío de las

1Se trata de una estrategia que maximiza las ganancias dadas las estrategias de otros participantes.
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Figura 3.1: Diagrama de casos de uso: el agregador ubicado en el dominio hogar, comunitario y alejado
del entorno residencial.

preferencias de cada aparato al sistema de agregación. Esta entidad, junto con el provee-
dor de servicios, se une al proceso con una determinada responsabilidad. El conjunto de
interacciones se desarrollarán principalmente entre el agregador y sus casos, que son el
resultado de las preferencias del actor principal, el consumidor. La relación de la demanda
solicitada por cada aparato es una conexión entre los elementos del modelo. Por un lado,
«include» expresa la relación de dependencia entre sucesos que denota la inclusión del
comportamiento de un escenario entre actores. Por otro lado, «extend» se emplea entre
situaciones similares y cuando se presenta una variación del comportamiento normal.

La situación del agregador ejemplifica tres casos de uso: el caso 1 establece el agregador
dentro del dominio hogar entre consumidores en un mismo edificio. El caso 2 enmarca el
agregador dentro del dominio comunidad. Aquí los consumidores indican sus preferencias
con un agregador compartido. Por último, en el caso 3 los consumidores contactan con el
agregador en una situación alejada de su dominio.

3.3 Arquitectura del planificador

La propuesta del planificador se basa en el uso de los recursos renovables mediante tres ac-
tores principales: consumidor, agregador y proveedor de servicios u operador de mercado.
La figura 3.2 ilustra los roles y los procesos dentro del marco de cooperación adoptado.

En primer lugar, la red HAN comprende tecnologías de comunicación para la gestión
energética y la integración de los aparatos en el hogar. Esta red facilita la gestión y la
planificación dentro de las instalaciones del consumidor y requiere un área de cobertura
relativamente pequeña. Los requisitos también son menos estrictos, ya que hay menos
mensajes de control e intercambio de información entre el controlador y los aparatos.
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Figura 3.2: Planificador de demanda cooperativo dividido en HAN, NAN y WAN, adaptada de
[CPBG19].

El primer actor, consumidor en el área HAN, proporciona el uso de la energía doméstica
para ser gestionada y controlada automáticamente por el home controller, que realiza
las siguientes funciones principales: extrae la información de programación, genera los
datos procesados al agregador y es responsable de recolectar información y controlar una
variedad de aparatos inteligentes.

En segundo lugar, la red NAN consiste en varios home controller que pertenecen a
múltiples HANs. La red los conecta en una infraestructura de comunicación bidireccio-
nal responsable de transmitir preferencias de tiempo a un controlador centralizado. La
comunidad estará formada por un conjunto de consumidores que comparten el proveedor
energético. Los consumidores adaptan su consumo de forma cooperativa y centralizada,
por ejemplo, compartiendo su programa de demanda con un colector de datos, lo que
facilita la integración de la información de consumo en una visión común.

Este sistema de gestión estará conectado al proveedor de servicios, el segundo actor en
la red WAN de área amplia, que es un conjunto de proveedores de energía compartidos
por los clientes. Esta red establece la comunicación entre el agregador y el proveedor de
servicios. Se supone que los sistemas de gestión implementan una generación distribuida
que permite recoger energía, principalmente renovable, dirigida a dar un menor impacto
ambiental.
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Finalmente, esta integración se realiza sobre el llamado agregador, el tercer actor si-
tuado en el área NAN, que implementa un algoritmo de asignación de recursos como
respuesta a las condiciones de suministro renovable disponible. El agregador proporciona
servicios de gestión (preferencias de consumo a cada aparato) con el fin de reasignar efi-
cientemente las preferencias de consumo, actuando y recibiendo (como un nodo central)
la información de la demanda programada. El agregador permite distribuir localmente
la energía proporcionada de acuerdo a la disponibilidad de recursos renovables. Por lo
tanto, NAN conecta los home controller de los clientes en una infraestructura de comu-
nicación bidireccional. En las siguientes secciones se explica en más detalle cada uno de
estos actores.

3.4 Consumidor: unidad hogar

Un conjunto ordenado de consumidores están dispuestos a cooperar en la búsqueda de
objetivos de la comunidad (p.ej., ser más ecológicos) enviando sus datos al agregador.
Cada consumidor tiene un conjunto de aparatos i ∈ N etiquetados como Ai. La demanda
de energía fija se identifica por factores como los hábitos de los consumidores, sus com-
portamientos y el uso de los aparatos, así como una demanda variable resultante del uso
de dichos aparatos. Un elevado número de aparatos no puede apagarse completamente sin
ser desconectados. Estos aparatos consumen energía las 24 horas del día, a menudo sin
que el consumidor lo conozca. Este consumo se denomina energía fija o standby power.

Teniendo en cuenta un sistema de franjas horarias discretas, se asume que la granu-
laridad del tiempo es una hora por día. Con respecto a los aparatos, cada consumidor
debe preasignar una cierta cantidad de demanda fija y consumo variable previsto para las
próximas 24 horas. Para cada aparato aij ∈ Ai, se asumen los vectores de programación
de consumos fijos y variables diarios en cada franja horaria t ∈ {0, . . . , 23} para controlar su
consumo variable y fijo respectivamente.

Así, el consumidor i∈ N = 1, 2, ...,N tiene una demanda no desplazable de aparatos en
la franja horaria h, h∈H que representa la carga agregada del consumo local no desplazable
de sus aparatos y en relación con los comportamientos frecuentes. Además, el consumidor
i consta de aparatos desplazables Ai = ai, m, m ∈ 1, 2, ..., M donde M es el número
total de aparatos del consumidor i que permiten un consumo desplazable.

Se define fDti,aij y vD
t
i,aij

para indicar los consumos de energía fijos y variables de una
hora respectivamente. La demanda de energía variable se caracteriza por su flexibilidad,
ya que se tiene en cuenta la preferencia de los consumidores por un aparato que comience
en un período de tiempo determinado. Para cada aparato, hay una ventana de ejecución
(es decir, un intervalo cerrado) que selecciona un tiempo mínimo de inicio y un tiempo
máximo de finalización etiquetado por tibeg y tiend.

El parámetro tisched se define como el tiempo de operación del aparato i y coincide con
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Tabla 3.1: Configuración de aparatos inteligentes.

Configuración de aparatos
Consumo
(kWh)

Consumo fijo
(kWh)

Duración
(horas)

Tiempo
ON

Tiempo
OFF

vDti,aij
fDti,aij

L tibeg tiend

el rango de tiempo de inicio de la operación tisched ∈ [tibeg, tiend]. El parámetro L se define
como la duración de la operación planeada del aparato en el día siguiente. La demanda
debe ser activada durante un tiempo entre dos momentos predefinidos: ∀ij ∈ Ai, tisched ≥
tibeg. En esta línea, la demanda también debe ser desconectada: ∀ij ∈ Ai, tisched ≤ tiend. El
consumidor j fijará los siguientes datos para su aparato aij ∈ Ai (ver Tabla 3.1):

• Consumo fijo (kWh) cuando el aparato aij está en estado de espera.

• Consumo (kWh) cuando aij está encendido.

• Duración (horas/minutos) del funcionamiento previsto del aparato al día siguiente.

• Tiempo (hora, p.ej., 8 am) del inicio de la activación del aparato aij.

• Tiempo (hora, p.ej., 12 pm) del final de la operación del aparato aij.

El consumidor se divide en función de la generación de energía renovable que puede
generar, el posible almacenamiento y la demanda necesaria. Este tipo de usuario se deno-
mina prosumidor. Mientras que ciertos prosumidores (C1) tienen una unidad de generación
de energía renovable “in situ” sin ningún dispositivo de almacenamiento, otros usuarios
(C2) tienen capacidad de generación de energía renovable y de almacenamiento.

Inicialmente, los prosumidores C1 comprueban su energía renovable disponible. En el
caso de disponibilidad suficiente y que la demanda neta de energía en toda la franja
horaria sea mayor que cero, los consumidores disponen de suficiente energía (renovable) y
pueden autoabastecerse. En este caso, la energía renovable está disponible para satisfacer
los recursos de energía en el tiempo t actual y el usuario decide si participará en la
cooperación para la provisión de energía para las próximas 24 horas.

Por el contrario, si la energía renovable microgenerada no es suficiente para satisfacer la
demanda en todo el tramo horario, el consumidor participará agregando sus preferencias
en la comunidad para el suministro energético del día siguiente, con la posibilidad de
enviar la energía renovable generada “in situ” al agregador. Si PW t

gi es la generación de
energía renovable por slot, la energía consumida por C1 se expresa en 3.1.

RW t
c1 =

23∑
t=0

(PW t
g1 − Ct1) (3.1)
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Cuando la demanda total de energía en el tiempo n supera Ct >PWgt, el usuario
programará la energía al agregador para las próximas 24 horas. Otros usuarios (Ct

2) tienen
un sistema de almacenamiento de energía de reserva. Durante las condiciones de ausencia
de demanda, la energía extra se puede enviar al agregador. El consumo diario de energía
de estos usuarios se calcula en 3.2.

RWct2 =
23∑
t=0

(PW t
g2 + PW t

s2 − Ct2) (3.2)

PWt
g PW

t
s son la energía renovable generada y almacenada por slot, respectivamente.

Una aplicación proporciona al consumidor una interfaz para supervisar, visualizar,
controlar y programar el funcionamiento de los aparatos2. La figura 3.3 muestra una
secuencia de uso de la aplicación para explicar su funcionamiento (evolución de izqda.
a dcha.). La primera y segunda pestaña, como inicio de aplicación, sirve de enlace para
que el usuario compruebe los recursos utilizados en las 24 horas anteriores. El consumidor
tendrá la posibilidad de comprobar el consumo realizado por cada aparato seleccionado.
La tercera y cuarta pestaña selecciona las diferentes zonas del hogar así como la selección
de los aparatos. Por ejemplo, la tercera pestaña selecciona los diferentes aparatos que se
encuentran en una habitación, mientras que la cuarta pestaña se centra en los aparatos
de la cocina. En cada una de las pestañas es posible seleccionar el aparato y la franja
horaria de funcionamiento. Si se requieren diferentes tramos horarios por aparato, el
usuario deberá introducir cada tramo individualmente, indicando el intervalo de tiempo
y la duración de la activación de cada aparato que desee. Por último, la quinta pestaña
resume toda la información de demanda introducida en cada zona del hogar. Asimismo,
esta última pestaña posibilita el envío de un array con todos los aparatos configurados al
agregador.

El home controller ejecuta las prioridades e intervalos de tiempo preferidos para la
programación de demanda y proporciona una gestión eficiente de la energía eléctrica en el
entorno doméstico. La acción se formaliza como un problema dirigido por eventos, cuya
salida especifica el momento de funcionamiento de los aparatos. La reasignación se lleva a
cabo cada desde el home controller activando los aparatos de acuerdo con un vector de 24
horas por aparato. El usuario adaptará la dinámica de su vida real en el hogar por la acción
del mismo. El home controller proporciona acceso a todos los aparatos del hogar a través
de redes inalámbricas y recibirá – aplicará el vector reasignado de 24 horas del agregador
para activar/desactivar sistemáticamente cada aparato sin intervención humana.

2La aplicación permitirá la configuración y el ajuste de parámetros con la estructura de datos que se muestra en la tabla
3.1 para cada aparato aij .
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Figura 3.3: Aplicación de la programación para el consumidor, adaptada de [CPBG19].

3.5 Proveedor de servicios

El proveedor de servicios, también denominado operador del mercado, es una entidad don-
de una plataforma permite el comercio de electricidad. Además, se encarga de establecer
las reglas del mercado y recibir las ofertas de energía de todos los agentes. Por ejemplo, el
operador es responsable de la operación y del mantenimiento de una red de distribución,
opera la red de transmisión y garantiza la transmisión segura de la electricidad. Por lo
tanto, la misión del operador es asegurar una gestión eficiente y equilibrar la producción
con la demanda.
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Hasta ahora, el proveedor de servicios no ofrece flexibilidad agregada a otros actores del
mercado, sino que dota servicios o conocimientos de datos a sus clientes. Estos proveedores
han tenido siempre roles y tareas definidas como el funcionamiento, el mantenimiento y
el desarrollo de la redes de distribución y pueden actuar como árbitros en la gestión del
agregador o gestionar datos. También tienen la posibilidad de establecer incentivos para
que los clientes aumenten la eficiencia energética través de la DR enfocando diferentes
tarifas de consumo.

En el planificador propuesto, el proveedor proporciona información esencial sobre la
fuente renovable fiable y la energía fósil programada para las próximas 24 horas. El su-
ministro energético generado a partir de un conjunto de fuentes renovables en una franja
horaria que se denota por RW t t ∈ {0, . . . , 23}. El término fU t representa el suministro en
un momento dado generado por un conjunto de fuentes fósiles. El proveedor centraliza
la distribución de la energía, la notificación al agregador y el proceso de facturación. El
vector de suministro renovableRW t es esencial en la optimización de una asignación justa
de dicho suministro entre las demandas de energía fijas y variables de los consumidores.

3.6 Agregador de demanda: unidad comunidad

El agregador, definido como intermediario entre los usuarios finales de electricidad, juega
un papel importante entre el propietario de RES, que sirve a estos usuarios y explota
una serie de servicios (gestión y distribución). Su principal responsabilidad es recoger y
reasignar la demanda con el objetivo de maximizar el impacto de renovables para los
participantes.

En el planificador, el agregador contiene la programación de todos los aparatos de
consumo que podrían ser reasignados dentro de su tiempo de activación deseado y aplica
diferentes enfoques para la reasignación óptima dentro del vector de demanda agregada.
Este problema de programación se considera como: 1) un sistema de coalición formado por
un conjunto de consumidores (ya sea los consumidores en N o todos sus aparatos3); y 2)
un conjunto de activos (el suministro de renovables), que tiene que producir una división
justa de RW t, es decir, un conjunto de reglas que, cuando son usadas correctamente por
los consumidores, garantizan que al final del proceso cada consumidor haya recibido una
parte justa de los activos4.

La tabla 3.2 muestra los flujos de comunicación entre los actores del planificador. Los
datos de entrada de la aplicación del usuario5 se recopilan en una matriz bidimensional
(tantas filas como número de aparatos; notación: V ariableslotaparato) y se envían al agregador.

3Se opta por un juego secuencial por turnos de los aparatos en lugar de los consumidores para fines de reasignación.
4Una parte justa significa que las preferencias de los consumidores sean consideradas por el agregador con equidad y

privacidad.
5Demanda fija fD (kWh en modo de reposo), demanda variable vD (kWh cuando está encendido), duración L en número

de horas de activación, y el período [tibegt
i
end], que representa el marco temporal de flexibilidad y tiene que ser no menos

de L, por aparato inteligente identificado por IDi.
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Figura 3.4: Intercambio de mensajes entre los participantes del sistema y ejemplo búsqueda en la matriz
de 24 slot de demanda por aparato y su correspondiente matriz reasignada. Notación: V ariableslotaparato
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Tabla 3.2: Roles y estructura de los mensajes intercambiados.

APP → Controlador: m1: {fD, vD,L, tbeg, tend, ID}
∀ aparato para ser programado ∈ Ac

Controlador → agregador: m1 ×Ac Aparatos
∀ consumidor c ∈ C

Proveedor → agregador: rw = [rw0, · · · , rw23] (kW)
Agregador: ejecuta la programación de matriz A

agregador → Controlador: [d0, · · · , d23] (kW) ×Ac aparatos.
Controlador → Aparatos: (ON/OFF ) ∀ [0, · · · , 23]

∀ aparato para ser programado
donde: el consumidorr c introduce para su aparato ∈ Ac, identificado por ID

su demanda fija y desplazable fD, vD, la duración de su consumo variable L,
y el período de tiempo preferido para la activación de este aparato (tbeg, tend)
rwt is el suministro (kW) esperado en el intervalo de tiempo t, mientras que
dt es la demanda (kW) programada en tiempo t del día.

La figura 3.4 ilustra un diagrama de secuencia con las principales fases en la comuni-
cación del planificador, concretamente para 4 aparatos y 1 consumidor. La comunicación
entre los actores se resume en 4 fases: la fase 1 es realizada por el consumidor, que recolecta
todas las preferencias para cada aparato y envía la matriz de configuración al agregador.
En la fase 2, un vector de 24 horas RW t (en kWh), representa el suministro renovable y
es enviado por la empresa de servicios al agregador diariamente. El algoritmo se ejecuta
en la fase 3 cada 24 horas tratando un problema de optimización de búsqueda local de
tal manera que, por cada slot (1 hora), la suma del consumo de los aparatos minimiza el
agotamiento del suministro renovable disponible.

Se podrán tener diferentes soluciones posibles en las que, por aparato, el tiempo ope-
rativo solicitado L (en horas) se encuentre dentro del período de activación deseado [tibeg,
tiend]. Concretamente, la función del agregador determinará el ajuste óptimo en rx, es de-
cir, la matriz rx que minimiza el sobreconsumo total (en horas) del suministro RW t en un
determinado intervalo de tiempo. El algoritmo busca a lo largo de la matriz de demanda
conjunta rx el tiempo óptimo tisched para comenzar el funcionamiento ininterrumpido de
cada aparato durante sus horas L y dentro de la tolerancia de tiempo de funcionamiento.
Finalmente, en la fase 4, un vector de demanda reasignado de 24 horas resulta de la eje-
cución del algoritmo para cada aparato; el agregador reenvía este vector de forma privada
al home controller, que controla y monitoriza el funcionamiento de cada aparato.

3.7 Técnicas de optimización

La optimización consiste en encontrar el punto óptimo dónde se encuentran los mejores
valores para determinadas variables sometidas a ciertas restricciones. Las variables tem-
porales de decisión corresponden a las que se determinan previamente y se modificarán
para encontrar el punto óptimo. Estas variables deben operar dentro de un rango que
ofrezcan resultados factibles para los objetivos que se buscan y que es conocido como
rango de operación. Una optimización exitosa debe generar y examinar automáticamente
todas las alternativas de combinación y respetar las restricciones propias del problema.
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La formulación de un problema de optimización en forma de minimización es dado por
3.3.

minf(x), sujeto a x ∈ X (3.3)

X es un conjunto no vacío en Rn y f es una función continua.

Por lo tanto, el objetivo es encontrar el valor mínimo f ∗ y todos los puntos x∗ ∈ X que
cumpla 3.4.

f ∗ = f ∗(x) ≤ f(x), ∀x ∈ X (3.4)

Sin embargo, del teorema No Free Lunch6 se desprende que para lograr soluciones de
alta calidad, los métodos de uso general requieren un ajuste fino minucioso o algún tipo
de capacidad de autoadaptación para especializarse más en el problema [HP02].

Las técnicas de optimización se clasifican en dos categorías, dependiendo si garantiza
o no una solución óptima: deterministas y heurísticas. Por un lado, los métodos deter-
ministas suelen ser ineficaces cuando se aplican a problemas de gran dimensión debido
a la limitación de sus requisitos, los conocimientos y el espacio de búsqueda, que puede
ser excepcionalmente grande. En estos métodos no se incluyen factores aleatorios y se
intenta encontrar el resultado óptimo explorando todo el rango de búsqueda, siendo muy
costosos desde un punto de vista computacional. Por otro lado, los métodos heurísticos
no proporcionan siempre una garantía en un resultado óptimo, pero obtienen una buena
solución en un corto periodo de tiempo. Estos métodos realizan una búsqueda aleatoria
de soluciones factibles hasta que se cumple una condición particular de finalización o se
alcanza un número de iteraciones predefinidas. En ocasiones, los algoritmos heurísticos
proporcionan la solución exacta o mejor solución pero no está garantizada. La principal
ventaja es su sencillez y el menor coste que requiere su implementación. A continuación,
se explican tres tipos de técnicas heurísticas ampliamente conocidas:

• Las heurísticas se pueden etiquetar como algoritmos inspirados en la naturaleza7,
(p.ej., algoritmos genéticos) [Gol89] y algoritmos no inspirados en la naturaleza (p.ej.,
búsqueda local iterada). La computación evolutiva se realiza mediante algoritmos que
incluyen campos relacionados con la genética de la población o la evolución biológica.

• Los algoritmos físicos replican la naturaleza inspirada por un proceso físico. Repre-
sentan la interacción entre la evolución, implican sistemas dinámicos complejos y se

6Es imposible implementar una estrategia de optimización universal y de propósito general. Una búsqueda aleatoria en
el espacio de soluciones podría dar mejores resultados en cualquier algoritmo de búsqueda. No existe un algoritmo que sea
universalmente mejor que los demás.

7Un algoritmo inspirado en la naturaleza (o no) no representa ninguna ventaja o desventaja particular a la hora de
resolver un problema de optimización.
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Figura 3.5: Secuencia con los principales procesos e intercambio de mensajes, adaptada de [CPBG19].

mezclan con técnicas de búsqueda local y global, como el algoritmo Simulated An-
nealing (SA) [NSS86]. Aunque hay métodos basados en la física, muchos de ellos no
son conocidos. Se destacan los algoritmos de búsqueda gravitacional, de tipo electro-
magnético o la optimización de los rayos de luz, etc. [CA15].

• Los algoritmos de enjambre involucran sistemas computacionales inspirados en el
concepto de inteligencia colectiva. La inteligencia es autoorganizada, descentralizada
y distribuida en un entorno. Los algoritmos de tipo enjambre son, entre otros, la
optimización de enjambre de partículas (PSO) [KE95] o la colonia de hormigas.

3.8 Algoritmo para la agregación de demanda

La agregación de datos se define como un sistema centralizado con tareas de agregación
que se comunica con el proveedor de servicios y los consumidores. Un algoritmo está
diseñado para optimizar la asignación del suministro previsto de energía renovable entre
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los miembros de la comunidad relacionados con sus preferencias elegidas. La figura 3.5
muestra la estructura del planificador formado por estos tres actores principales.

La demanda fija diaria de consumo para el consumidor i ∈ N se denota por 3.5 como la
demanda agregada de consumo local no reasignable de los aparatos y los comportamientos
frecuentes.

fDi =
23∑
t=0

∑
aij∈Ai

fDti,aij (3.5)

El agregador calcula fácilmente la demanda fija diaria de toda la comunidad de con-
sumidores en un momento t según 3.6.

fDt =
N∑
i

fDti (3.6)

El agregador verifica diariamente que la energía total consumida por todos los aparatos
en el sistema cumple con el servicio diario proporcionado por el proveedor de servicios. Es
fundamental que la comunidad no alcance al peor de los casos (ver 3.7). En caso contrario,
el recolector de datos se encarga de realizar una reasignación de la demanda total de la
comunidad, que sea justa para todos los consumidores y que, al mismo tiempo, se dirija
a la oferta renovable disponible para cada franja horaria.

N∑
i

23∑
t=0

fDti �
23∑
t=0
RW (3.7)

La agregación de la energía variable será más compleja dadas las preferencias de tiempo
de los consumidores. La programación de demanda variable solicitada por la comunidad
por hora vDti con el objetivo de satisfacer 3.8.

∀t ∈ {0, . . . , 23},
N∑
i

(fDti + vDti) ≤ RW (3.8)

Se presenta un problema de optimización centralizada global y teniendo en cuenta 3.8,
existe un único concepto de solución o equilibrio de nash según 3.9.

∀i ∈ {1 . . .N}, µti = fDti +min{DCF(vDti)} ≤ RW (3.9)

DCF se encarga del desplazamiento para la demanda variable según el intervalo de
tiempo por el que se programa el aparato. Por lo tanto, las soluciones al problema de la
optimización deben satisfacer tisched y evitar el consumo excesivo L en tramos concretos.
La formulación se explica en el algoritmo 3.1 (Green Scheduler 1.0, DCF) y se formará
como su mínimo, es decir, min.DCF(·) a petición de algoritmo 3.2.
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1: RW t(vector renovable) = {σ1, . . . , σ24}; RWx = RWi + PW
2: N = tamaño(Ai)
3: Definir límite a las variables tibeg, tiend, consumominimo, consumo
4: Punto inicial de búsqueda optimizable tisched
5: for ihour tiempo al número total de horas do
6: if ihour no pertenece al intervalo [tibeg, tiend] then
7: Cálculo de fDti
8: end if
9: end for
10: for iaparato 1 al tamaño de la configuración de los aparatos (Ai) do
11: RWt = RWt −Ai(fDti)
12: end for
13: Ai(vDti) = Ai(vDti)−Ai(fDti)
14: Ai(Dti(Dti < 0) = 0
15: Ai(fDti) = Ai(fDti)−Ai(fDti)
16: Función Objetivo@(tisched) consumomaximo(Ai, RWt, tisched)
17: [tsched] = Técnica heurística(Función Objetivo, tsched, tbeg, tend)
18: (Resultado, HCoo, RWdemandado) = consumomaximo(tisched,Ai,RW)
19: RX = RW - RWdemandado

Require: Ai configuración: vDti , fDti ,Li, tibeg, tiend
Ensure: tibeg < tiend

20: Inicialización de “hourly consumption” HCoo (consumir energía por hora)
21: for iaparato 1 al tamaño de la configuración de los aparatos do
22: Set tibeg
23: Set tiend basada en Li y tibeg
24: for ihora tiempo al número total de horas do
25: if ihora pertenece al intervalo [tibeg, tiend] then
26: HC ′o(ihora)← HCo(ihora) +Ai(vDti)
27: else
28: HCoo(ihora)← HCoo(ihora) +Ai(fDti)
29: end if
30: end for
31: end for
32: RWt

Demandado ← min(RWt,HCot)
33: R1 = maximoslot(RWts); que solo se aproveche renovable
34: R2 = maximoslot(HCot); que el pico de consumo sea mínimo
35: Sobreconsumot = RWt −HCot pico maximo y que se aproveche sobreconsumo para cada hora
36: Sobreconsumot(Sobreconsumot < 0) = 0
37: Resultado = Rx

38: return Resultado,RWt
Demandado,HCot(tisched)

Algoritmo 3.1: Función Green scheduler 1.0 (DCF).
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1: Generar parámetros para la asignación de los consumidores
2: Definir la variable global RW
3: while (usuario <N ) y (min(RW) >= 0) do
4: if Necesidades de optimización then
5: Cargar las preferencias del consumidor. Ai tamaño de la matriz de preferencias
6: Función de optimización de llamadas en las preferencias de las variables: RW, Ai, N
7: Número de usuario ++
8: if (RW igual a 0) then
9: Break
10: end if
11: end if(Ningún consumidor para optimizar)
12: end while

Algoritmo 3.2: Estrategia de round robin (RR).
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Figura 3.6: Estructura, comunicación y flujos en el planificador. Variables empleadas vDi, fDi y RWi,
adaptada de [CPBA21].

El vector de 24 horas del consumo de la comunidad resulta al considerar el vector reno-
vable dado por el proveedor de servicios RW t y el vector del preferencias proporcionado
por los consumidores. En la función DCF , se busca el intervalo de tiempo óptimo para la
activación de cada aparato dado su tiempo de activación, su intervalo de preferencia y el
suministro disponible de energía renovable. En particular, teniendo en cuenta las variables
Ai, tisched, tibeg y tiend, la optimización determinará si un ajuste es apropiado minimizando
el sobreconsumo total (en horas) de los aparatos de la comunidad frente al suministro re-
novable disponible en un determinado intervalo de tiempo. La optimización vendrá dada
por el número total de aparatos, mientras se cumpla 3.10.

vDiRequerido ≤ RW iRenovables (3.10)
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Por último, al alcanzar el objetivo de optimización, el agregador notificará a la comu-
nidad que se ha llegado a un acuerdo y liberará de forma privada el vector de demanda
−→µ i,∀i ∈ N reasignado a cada consumidor.

La metodología implica la comparación de dos estructuras en el algoritmo de agrega-
ción. La figura 3.6 describe los roles del agregador de demanda en dos ajustes:

1. Escenario centralizado: los consumidores comparten su información con el agrega-
dor de la comunidad (ver Figura 3.6a). Este escenario asume que los consumidores
no están en contra de la creación de perfiles y están preparados para compartir datos
y participar en el proceso de reasignación. Como en los sistemas secuenciales por
turnos, la definición del orden de los jugadores comienza dentro de un turno y podría
enfocarse en la estrategia [A] inicio de Round Robin8 (RR) por el que cada partici-
pante toma en consideración las preferencias de sus vecinos. En este caso, la política
de selección del primer jugador es RR; estrategia [B] RR aleatorio; estrategia [C]
clasificación con el primer jugador siempre el mismo; y estrategia [D] aleatoriedad:
el primer jugador se selecciona al azar (al igual que el orden de la secuencia). A
continuación, se describen las estrategias de forma más detallada:

[A] posiblemente sea la forma más sencilla de dar a cada consumidor una opor-
tunidad idéntica frente a todos los demás. Al aplicar una estrategia de RR recursi-
vamente, se pueden asignar los recursos renovables de forma simple y justa entre los
consumidores y/o aparatos, debido a que 1) el número de consumidores es conocido
y fijo; y 2) el proceso de reasignación se centraliza por el agregador que, comenzan-
do por sí mismo, satisfará la demanda de los consumidores en un orden repetido
periódicamente mediante el algoritmo 3.2 (pseudocódigo de la función principal del
algoritmo en la estrategia RR).

[B] se constituye como una programación de RR al azar. Se trata de un proceso
similar al empleado en la estrategia [A], con la diferencia en la elección aleatoria del
primer elemento del consumidor.

[C] se trata como una secuencia de elección en un protocolo de división justa
[BL14]. Asumiendo que cada consumidor tiene una clasificación (privada) sobre el
conjunto de objetos, la asignación debe encontrar una secuencia de agentes que maxi-
mice el valor esperado de alguna función de bienestar social. Además, las secuencias
de selección son una forma natural de asignar objetos a los agentes de forma descen-
tralizada: en cada etapa, un agente designado elige un objeto entre los que quedan
disponibles. El objetivo del método es identificar la secuencia más justa.

[D] emplea un proceso aleatorio, que podría — o no — introducir la eficiencia
8Selección de manera equitativa y en orden racional comenzando por el primer consumidor hasta llegar al último y

comenzando de nuevo desde el primero.
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Figura 3.7: Estructura general del algoritmo simulated annealing (SA).

sobre los métodos antes mencionados, manteniéndolos pareto efficiency9 y dando una
buena aproximación al bienestar social.

2. Entorno semidescentralizado: para escenarios con mayor conciencia de la privaci-
dad, la lógica de agregación se ejecuta individualmente en y para cada consumidor
como una estrategia de “primero en entrar, primero en salir” (FIFO, First Input First
Output), en la que cada participante que llega antes al vector RW t accede a él, lo
bloquea y asigna su demanda a la oferta compartida. El papel de agregador podría
coexistir en este escenario como un repositorio común que mantiene la coherencia en
la copia compartida del vector de oferta (ver Figura 3.6b).

Dependiendo del número de soluciones que un algoritmo gestione al mismo tiempo, las
técnicas heurísticas se clasifican como algoritmos basados en la población (p.ej., PSO y
GA), o algoritmos de búsqueda puntual (p.ej, SA). Mientras que los algoritmos que traba-
jan con soluciones individuales describen una trayectoria en el espacio de soluciones, los
algoritmos basados en poblaciones trabajan con conjuntos de soluciones que interactúan
entre sí y proporcionan una forma cómoda de explorar el espacio de búsqueda. Por lo tan-
to, se identifican e implementan cuatro métodos de optimización para guiar la búsqueda
de una solución factible de reasignación de demanda, es decir, la estrategia de estándar
mínimo local más cercana en el algoritmo 3.1 de la siguiente forma:

i) Simulated annealing (SA) es un algoritmo metaheurístico empleado para determi-
nar una solución óptima mediante una búsqueda al azar en el espacio de soluciones
[NSS86]. Encuentra una buena aproximación al valor óptimo de una función en un

9Las circunstancias de un individuo no se pueden mejorar sin empeorar la situación de otro individuo. La eficiencia de
Pareto tiene lugar cuando los recursos se utilizan de forma óptima.
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1: T > 0 como parámetro inicial
2: N (T ) como número máximo de iteraciones
3: while el criterio de parada no se ha cumplido do
4: Generar aleatoriamente una solución rápida tsched
5: Evaluar tisched, D = f(tisched)
6: n = 1
7: while n <= N (T ) do
8: Generar solución tisched′ based on tisched
9: Evaluación de tisched′ ; D′ = f(tisched′); δ = f(tisched′) - f(tisched)
10: if f(tisched′) < f(tisched) then
11: tisched = tisched′

12: else
13: if δ >= 0 y u< exp((f(tisched′) - f(tisched))/T ) then
14: tisched = tisched′

15: end if
16: end if
17: n = n+1
18: end while
19: Reducción de T y actualización tisched
20: end while
Algoritmo 3.3: Optimización de demanda basada en el algoritmo simulated annealing (SA).

Tabla 3.3: Equivalencias entre la simulación de SA y la reasignación de demanda.

Simulación termodinámica Problema combinacional
Estados del sistema Soluciones factibles tsched

Energía Coste (función objetivo DCF)
Cambio de estado Búsqueda de soluciones

Temperatura Parámetro de control
Estado de equilibrio de mínima energía Solución óptima

espacio de búsqueda de gran dimensión. La función de probabilidad cambia durante
el proceso de ejecución del algoritmo10 en 3.11.

p(δE) = e
( −δE
KBT

) (3.11)

Implementación de SA: la figura 3.7 muestra el diagrama de flujo de SA, que depende
de la estrategia aleatoria para diversificar la búsqueda. La reasignación de demanda
se puede aplicar como un problema combinacional teniendo en cuenta las relaciones
existentes entre la lógica combinacional y la simulación termodinámica según la tabla
3.3. Esta técnica encuentra una solución mínima local con el algoritmo 3.1 (DCF)
comenzando en un tiempo inicial tisched por aparato. Por lo tanto, SA comienza a

10La búsqueda de soluciones está inspirada en la estadística termodinámica. Las leyes de la termodinámica determinan
la probabilidad de un incremento en la energía en una cantidad δE que viene dada por 3.11, donde kB es la constante de
Boltzmann.
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generar el punto de prueba basado en las estimaciones actuales y encuentra una
nueva solución considerando las restricciones de tiempo [tibeg,tiend].

El valor de tisched se genera y filtra aleatoriamente por L. En el caso de un mejor
valor de D (D = f(tisched)), el valor original D′, tisched′ se acepta como una mejor
solución si D′ es peor que D. Una vez que el contador interno alcanza su umbral,
T se modifica y vuelve a seleccionar la mejor solución con el contador de reinicio
N . Los movimientos en los que la función objetivo disminuye se aprueban siempre,
mientras que los movimientos que aumentan la función objetivo se aceptan pero con
una probabilidad de exp(f(tisched′) - f(tisched)/T ).

La complejidad del algoritmo 3.3 puede aumentar exponencialmente con el número
de reasignaciones por aparatos posibles y tiempos de operación. A veces resulta
inviable encontrar una solución óptima en un tiempo factible, debido a que SA no
se basa en conjuntos de soluciones por lo que la solución puede quedar atrapada en
óptimos locales11. A menudo SA es menos eficiente si se compara con los algoritmos
evolutivos, que resuelve esta optimización con poco esfuerzo computacional.

ii) Optimización basada en algoritmos genéticos (GA) [Gol89], se emplea princi-
palmente para resolver problemas de optimización basados en un proceso de selección
natural similar a la evolución biológica. GA explota la capacidad de los operadores de
evolución para mejorar la calidad de una colección de soluciones, llamada población,
generación tras generación, con el fin de encontrar la solución óptima a un problema
dado. Es una técnica capaz de resolver un problema de optimización con suma facili-
dad debido a su naturaleza estocástica y es eficaz para realizar una búsqueda global.
Su implementación no implica muchas suposiciones matemáticas. Sin embargo, no
garantiza que la solución sea siempre la óptima. La figura 3.8 describe la estructura
general y comprende las siguientes características:

• Trabajar con una codificación de soluciones y realizar una búsqueda basada en
posibles soluciones.

• Emplear una función objetivo denominada función fitness en lugar de gradientes
u otros datos suplementarios.

• Emplear reglas probabilísticas de transición en lugar de reglas determinísticas.
Los operadores que actúan durante la ejecución de GA se aplican con una de-
terminada probabilidad.

Implementación de GA: se trata de encontrar un tiempo operativo óptimo a partir
de las variables Ai del algoritmo 3.1 y resuelve el problema de reasignación de la
forma minf(x) sujeto a las restricciones [tibeg, tiend]. Cada aparato tiene un conjunto
de características llamados cromosomas, que pueden mutar para reasignar aparatos

11La optimización local implica encontrar la solución óptima para una región específica del espacio de búsqueda.
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Figura 3.8: Estructura general del algoritmo genético (GA).

1: Generar soluciones. Construye un conjunto de P soluciones
2: while Número de evaluaciones < MaxEval do
3: Evaluación de las soluciones
4: Selección basada en la calidad de la solución (selección)
5: P se modifica parcialmente al aplicar la mutación y la operación de cruce
6: Número de evaluación ++
7: La restricción valida P para cada tisched. Descartar las soluciones que están descalificadas
8: end while

Algoritmo 3.4: Optimización de demanda basada en el algoritmo genético (GA).

con mejores características que los iniciales. GA encuentra una solución comenzando
con una población aleatoria de tisched iniciales12 (ver Algoritmo 3.4).

El número de evaluación se incrementa cuando el método termina calculando una
generación P . Cada generación está formada por soluciones factibles para la pro-
gramación de los aparatos (tisched por aparato). En la etapa de evaluación, la mejor
solución tisched se inserta en el mejor conjunto de soluciones y se descartan las peo-
res. Se seleccionan los operadores de mutación y de cruce para generar la siguiente
evaluación de la generación actual. El operador de mutación cambia aleatoriamen-
te las horas de inicio programadas (tisched) de algunos aparatos para generar nuevas
soluciones que puedan tener un mejor resultado.

12El algoritmo crea un grupo de posibles soluciones óptimas, por lo que no requiere un valor de partida como la mayoría
de los algoritmos determinísticos.



3.8 Algoritmo para la agregación de demanda 59

Diagrama de secuencia

Comienzo

Si

Disminuir
incremento

Calcular función objetivo 
Si valor más pequeño: Yes

Parada

No

Definir punto inicio,
valor final, etc.

Explorar dirección

Aumentar incremento

Calcular función objetivo 
Si valor más pequeño: Yes

No

No

Evaluación

Si

Figura 3.9: Estructura general del algoritmo búsqueda de patrones (PS).

1: Inicializar - predefinir el paso de búsqueda por defecto ∆0; tisched y ∆ = ∆0

2: while Condición de terminación no alcanzada do
3: Solución de D = (tisched + L*∆)
4: Evaluación de los vecinos más cercanos en D
5: if mejor en D then
6: Actualizar la solución actual al mejor vecino en D; ∆ = ∆0

7: else
8: Reducción del paso de búsqueda ∆ = ∆0/2
9: end if
10: end while
Algoritmo 3.5: Optimización de demanda basada en el algoritmo búsqueda de patrones (PS).

iii) Búsqueda de patrones (PS) [Abr03], también conocida como búsqueda directa,
intenta localizar un punto óptimo sobre el punto actual. Si la búsqueda encuentra
un punto mejor, este se convierte en el punto actual y no se realiza ningún sondeo
en esa iteración (ver Figura 3.9).

Implementación de PS: se investigan los valores alrededor del tiempo de operación
actual (tisched). Para ello, se determina la dirección que minimizará el algoritmo 3.1
(DCF) a partir de un valor tisched inicial. Tal y como se describe en el algoritmo 3.5,
PS investiga la vecindad más cercana de una posible solución en el rango [tibeg,tiend]
por cada aparato. Esta solución busca una mejor reasignación donde L y D reduciría
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Figura 3.10: Estructura general del algoritmo enjambre de partículas (PSO).

el paso de búsqueda ∆. La búsqueda termina cuando el paso se acorta lo suficiente,
asegurando la convergencia hacia un mínimo consumo local. La búsqueda se activa
hasta que se alcanza dicho límite de iteración.

iv) Optimización de enjambre de partículas (PSO) [KE95], es un método de bús-
queda estocástica y evolutiva que se basa en el paradigma de inteligencia colectiva
donde las soluciones, llamadas partículas13, se reasignan guiadas por la partícula
que encuentra la mejor solución. PSO comparte algunas similitudes con otras técni-
cas evolutivas, pero a diferencia de otros métodos, el número de parámetros que se
deben ajustar es mayor.

La figura 3.10 muestra el diagrama de flujo de PSO, que comienza con un enjambre
formado por un número de partículas, que se generan aleatoriamente en el espacio
de búsqueda de la función objetivo. Las partículas poseen tres atributos generales: 1)
una posición actual que representa una solución potencial; 2) una velocidad actual
que controla su velocidad y dirección de vuelo; y 3) un valor de la función objetivo
que determina su mérito. Las partículas intercambian información sobre su posición,
velocidad y el valor de la función objetivo y, por tanto, aumentan la probabilidad de
migración a regiones con valores bajos de la función objetivo.

La figura 3.11 muestra la ilustración de una partícula en PSO, que vuela por el espacio
de búsqueda con la ayuda de sus velocidades. Las velocidades se obtienen para cada

13La solución potencial se representa por un vector llamado partícula o simplemente solución.
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Figura 3.11: Ilustración de un vuelo en la optimización del enjambre de partículas (PSO).

1: Iniciar la población de partículas con valores aleatorios posiciones en el espacio de búsqueda dadas
las preferencias de consumo−→x∼U[−−→tbeg,

−−→
tend]

2: Poner cada partícula en la posición más conocida a su posición inicial −→p ← −→x
3: Inicializar la velocidad de cada partícula a valores aleatorios −→v ∼U[

−→
−d,
−→
d ] donde

−→
d =

−→
beg −

−−→
end

4: Inicializar la posición más conocida −→g a −→x donde f(−→x ) es la más baja. Para cada partícula evaluar
la optimización deseada de la función fitness.

5: while Condición de terminación no alcanzada do
6: for Cada partícula i do
7: if i > 1 then
8: Elija dos números al azar φp,φg
9: Adaptar la velocidad −→v ← ω −→v + cpφp(−→p - −→x ) + cgφg(−→g - −→x )
10: límites −→v para todas las dimensiones i (−→v , -

−→
d ,
−→
d )

11: Actualizar la posición de la partícula −→x ← −→x + −→v
12: límites población xi para todas las dimensiones i (−→x , −−→tbeg,

−−→
tend)

13: end if
14: if f(−→x ) < f(−→p ) then
15: actualizar la posición más conocida de la partícula −→p ← −→x
16: end if
17: if f(−→x ) < f(−→g ) then
18: actualizar la posición más conocida de la partícula −→g ← −→x
19: end if
20: end for
21: −→g tiene la mejor posición encontrada en el espacio de búsqueda
22: end while

Algoritmo 3.6: Optimización basada en el algoritmo enjambre de partículas (PSO).

partícula basándose en su mejor posición anterior y en las características de una
partícula con la mejor posición de todo el enjambre. La mejor posición del enjambre
es la correspondiente a una partícula que tiene el valor mínimo de la función objetivo
entre todas las partículas del enjambre. Esta estrategia de cálculo de las velocidades
aumenta la probabilidad de migración de las partículas a las regiones con la función
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Tabla 3.4: Parámetros empleados en los algoritmos PSO, SA y PS.

Algoritmo Parámetros Nombre Valor
Coeficiente de confianza de grupo cp 1,2

PSO Coeficiente de confianza individual cg 0.0012
Operador aleatorio φp, φg [0,1]

SA Parámetro inicial T 100
PS Parámetro de evaluación ∆0 1

Tamaño población 100, 300, 10000
GA Generaciones 1000, 10000, 100000

EliteCount 50, 100, 250
Crossover Fraction 0.7, 0.8, 0.9

objetivo más baja. Las posiciones de las partículas se modifican después de cada vuelo
y se evalúa la función objetivo de las partículas para las posiciones actualizadas.

Implementación de PSO: la reasignación de demanda determina el valor mínimo y
la mejor ubicación de los tiempos de operación mediante la evaluación del algorit-
mo 3.1 (DCF) a través de iteraciones. El algoritmo 3.6 ilustra este procedimiento
de búsqueda, que se inicia con la generación de partículas asignando velocidades y
posiciones. El tiempo de aplicación operativo se define como un conjunto de lími-
tes inferiores y superiores [−→tbeg,

−→
tend], donde la solución se encuentra en el rango de

tiempo de aplicación −→tbeg = (ti1beg, ..., t
ij
beg), y

−→
tend = (ti1end, ..., t

ij
end). La inicialización del

sistema es necesaria en una población candidata de soluciones, que se “moverán” a la
solución más óptima. Los vectores −→x = (xi1, ..., xij) y −→v = (vi1, ..., vij) representan
la posición y la velocidad actuales.

Cada individuo realiza un seguimiento de coordenadas que están asociadas con el
valor de la función objetivo y ajusta su posición de acuerdo a una combinación lineal
de su inercia ω, la mejor ubicación de la partícula individual −→p = (pi1, ..., pij) (pbest
es el mejor valor local encontrado), y la mejor ubicación del enjambre de partículas
−→g = (gi1, ..., gij) (gbest es el mejor valor global encontrado). El grado de confianza
se determina por los operadores φp y φg que son dos secuencias aleatorias uniformes
generadas en el rango [0,1] junto con dos constantes llamadas coeficientes de con-
fianza cp y cg. Son responsables de moverse en la dirección de la mejor posición de
una partícula y la mejor posición global. Los nuevos desplazamientos tsched no son
más que una forma de tratar de imitar a otros individuos. Las posiciones de la solu-
ción se actualizan iterativamente (la nueva posición es la antigua más la velocidad,
modificada para mantener las partículas dentro de [−→tbeg,

−→
tend], las velocidades).

A veces, la función objetivo o de restricción tiene parámetros adicionales que repre-
sentan variables sin cambio durante el proceso de optimización. Los valores predeter-
minados varían según la función de optimización con la que se llame como argumento
de entrada. Cada algoritmo permite seleccionar una serie de parámetros que minimi-
zan los objetivos de reasignación de demanda. La tabla 3.4 presenta los parámetros
empleados en PSO, SA, PS y GA.
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3.9 Conclusiones

En este capítulo se ha presentado un novedoso planificador de demanda que proporciona
servicios energéticos y medioambientales y que sirve como modelo de gestión centrado
en el sector residencial. La novedad radica principalmente en su escalabilidad, ya que
ha permitido una gran flexibilidad en la configuración del sistema explorando aspectos
importantes de la agregación y de la gestión teniendo como objetivo común el consumo
ecológico. El planificador ha integrado el suministro de electricidad disponible de recur-
sos renovables en el proceso de programación, que se centraliza a través del agregador
comunitario. Este, a su vez, agrega, programa y optimiza la demanda comunitaria para
maximizar el consumo de energía renovable.

La evaluación de demanda energética puede ayudar al planificador energético a desa-
rrollar un plan energético de forma sostenible. Se prevé que las comunidades inteligentes
sean más eficientes a medida que los consumidores ganen autonomía y auto – organización
para reducir y reasignar el consumo. Los usuarios finales pueden desempeñar un papel
más activo en la gestión de la oferta y de demanda, y se espera que pasen de ser con-
sumidores pasivos a convertirse en proveedores activos denominados prosumidores. Las
estrategias de la DR pueden conducir a mejores escenarios de eficiencia energética y los
consumidores tienen la oportunidad de reducir el coste energético y/o la relación entre
el consumo máximo y el promedio mediante la programación de su consumo energético.
La comunidad evolucionará a través de la automatización incremental y la integración de
nuevos componentes, digitales, físicos o dispositivos inteligentes.

Para demostrar las capacidades del planificador, su aplicabilidad así como el estudio de
los beneficios de la flexibilidad, se han empleado diferentes técnicas heurísticas y se han
considerado dos escenarios en el turno de los consumidores y dos ajustes de agregación
para la reasignación de recursos: centralizado y semidescentralizado. El componente local
(el hogar) desempeña un papel importante debido a que permite a los consumidores
visualizar su consumo y hacer un uso óptimo de la energía mediante el control automático
de los aparatos inteligentes. La inclusión de tecnologías de microgeneración local también
juega un papel importante cuando el suministro renovable es insuficiente, ya que puede
abastecer a cada consumidor de forma individual, o al agregador en situaciones especiales.

Para hacer frente a la creciente escalabilidad y complejidad por la integración de par-
ticipantes, se requiere de una metodología para el análisis, la verificación y/o validación
en el sistema de agregación de la DR. También es necesaria la elaboración de un banco de
pruebas según las preferencias de los consumidores y del tipo de aparatos inteligentes que
se integren en el planificador. La cooperación entre el proveedor de servicios y el consu-
midor – prosumidor hará posible explorar escenarios de eficiencia energética. El siguiente
capítulo evaluará el rendimiento del planificador así como su potencial de replicabilidad.





Capítulo 4

Evaluación del algoritmo planificador

4.1 Introducción

Recientes directivas españolas están incentivando a los consumidores a desempeñar un
papel activo en el sistema eléctrico con nuevos programas de agregación, autoconsumo,
y almacenamiento mediante energía renovable [Bolb, BOE21]. En este sentido, existen
diversas propuestas de DR para promover el uso de energía y de tecnologías TIC en-
tre los consumidores. A su vez, desde los servicios públicos y las instituciones se están
ofertando programas que se basan en comunidades más sostenibles. Sin embargo, aunque
son propuestas con un gran valor añadido, los niveles deseados de participación de los
consumidores todavía se encuentran en etapas iniciales de demostración y evaluación. En
estas circunstancias, la implementación y la validación del planificador de demanda en
escenarios controlados se considera una fase clave para conocer los niveles de aceptación
en un sistema basado en la cooperación.

En este capítulo se valida el planificador de demanda descrito en el capítulo 3 de acuer-
do con diferentes configuraciones en las preferencias de consumo y la disponibilidad de
recursos renovables. La sección 4.2 presenta la metodología empleada para la validación
del planificador, así como la definición de los principales factores establecidos. La sec-
ción 4.3 se centra en la evaluación del planificador aplicando cuatro técnicas heurísticas.
Los resultados obtenidos de un análisis preliminar estiman los recursos necesarios en la
reasignación de demanda según el tiempo de cómputo necesario. En la sección 4.4 se es-
tablecen estrategias en el turno de los consumidores para validar la mejor coalición en la
agregación y se analiza la estructura del algoritmo planificador en dos configuraciones:
escenario centralizado y semidescentralizado. La sección 4.5 extrae factores y reconoce
el posible comportamiento de los consumidores en una serie de escenarios que se obtie-
nen con datos sintéticos. Además, se analizan las características de fdemanda mediante
la configuración de parámetros de operación de los aparatos y, en última instancia, se
caracteriza el comportamiento de los consumidores que participan en la programación
agregada. La sección 4.6 presenta un análisis de gestión mediante usuarios que generan
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su propia energía a través de sistemas de la microgeneración (con o sin almacenamiento)
y mediante diferentes condiciones de energía renovable. Por último, la sección 4.7 mide el
impacto y la aceptación que las plataformas de eficiencia energética podrían tener en la
vida de los consumidores residenciales.

La principal contribución de este capítulo radica en la validación del planificador y en el
análisis de las pautas de consumo de los consumidores que participan en los servicios de DR
agregada y cómo los perfiles y los factores de consumo de una comunidad podrían influir en
la aceptación de estos servicios. El análisis parte del supuesto de la gestión de un programa
cooperativo de DR que, centralizado en un agente de agregación, agrupa la demanda
de todos los participantes y la programa en función de la oferta disponible de fuentes
renovables. La aportación más destacada se centra en la clasificación del consumidor por
categorías según sus preferencias, gracias a la reasignación obtenida en términos de tiempo
y capacidad de reasignación. El planificador otorga un factor de reasignación factible y
un coste de cómputo de reasignación eficiente para diferentes pautas de consumo. La
experimentación muestra patrones donde factores como el volumen de demanda de la
comunidad y la flexibilidad del consumidor dominan e influyen en el rendimiento de la
programación agregada.

4.2 Metodología

Para llevar a cabo la evaluación del algoritmo, se elabora una base de datos mediante
un análisis preliminar de la estimación del consumo real de los aparatos más comunes
y fuentes de datos de [LBBR15, RM01], el departamento de energía de EE.UU [Ene21],
National Grid [nat21], informes de Berkeley Laboratory [sta21], así como datos de fa-
bricantes con el objetivo de establecer escenarios de consumo por aparato. También se
extraen diferentes comportamientos de los consumidores de Living Labs activos de con-
juntos de datos anónimos [KK15b, Dat19, KJ11]. A su vez, se comprueban los tiempos
de funcionamiento de los aparatos para establecer las preferencias de los consumidores.
Algunos de los perfiles extraídos se presentan en el Apéndice C, que muestra histogramas
de patrones de uso diario de aparatos y su demanda en el hogar. Este punto de referencia
está representado en la tabla C.1. Además, el apéndice B ofrece con mayor detalle los
diferentes dataset empleados en el desarrollo de las preferencias del consumidor.

Una vez definidos los consumos típicos de los aparatos, se evalúa el coste de cómputo
del algoritmo 3.3 propuesto en experimentos iniciales que representan una variedad de
escenarios posibles de tamaños de comunidades y preferencias de consumo. Los escenarios
identificados hacen referencia a tipos de comunidades de consumidores en una serie de
factores que se recopilan en la tabla 4.1. Los factores definidos tienen en cuenta el tamaño
de la comunidad, la tolerancia o elasticidad de sus preferencias, el flujo de demanda y de
suministro.
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Tabla 4.1: Factores empleados en la validación del algoritmo con técnicas heurísticas y en el
reconocimiento de patrones para diferentes escenarios.

Factores Valor/Etiqueta Descripción
Tamaño de la comunidad < 5/Pequeño , > 30/Elevado El número de consumidores no es un factor determi-

nante para el rendimiento del algoritmo, sino el nú-
mero total de sus aparatos. Experimentos realizados
para pequeños escenarios con menos de 5 consumido-
res y grandes escenarios de 30 o más consumidores.

N. de aparatos < 40/Pequeño , > 1200/Elevado El número de aparatos afecta directamente al ren-
dimiento del algoritmo. El algoritmo funciona muy
rápido para comunidades con menos de 40 aparatos.

Distribución de aparatos S, D Igual, Diferente número de aparatos por hogar.

Demanda variable < 9kWh/Baja , > 18kWh/Elevada El volumen de demanda reasignable podría influir en
el rendimiento y depende del volumen y el flujo de
la disponibilidad de la oferta renovable. Los datos
fueron extraídos de conjuntos de datos reales.

Flujo de demanda σ() < 20 % Plano , σ() > 20 %Pico La demanda es intrínsecamente variable; con este fac-
tor en pico se representa la existencia de un 20% de
variabilidad a lo largo del día.

Flexibilidad del consumidor < 3h/Rígido, 3 <> 6h/Mixto, > 6h/Flexible La elasticidad de demanda de los consumidores in-
fluye directamente en la eficiencia del cálculo de la
reasignación. Se identificaron tres tipos de escenarios
que muestran diferentes comportamientos de los con-
sumidores en el establecimiento de sus preferencias
de tiempo y la flexibilidad de operación.

Flujo de suministro RWt σ() < 20 % Plano , σ() > 20 %Pico La disponibilidad de recursos renovables y variable
podría afectar el desempeño de la reasignación de
demanda de la comunidad (estos experimentos mos-
trarán lo contrario).

Para la validación del planificador, se procede a calcular el tiempo necesario para la
reasignación del algoritmo de programación evaluando la idoneidad de cuatro técnicas
heurísticas, SA, PSO, GA y PS, en escenarios de comunidad de consumidores. Para la
validación del planificador a través de estas técnicas se han generado ocho escenarios (ver
Tabla 4.2). Por un lado, se denota como altruista o flexible un consumidor cuyo rango
de preferencias de tiempo es amplio (p.ej., de 0h a 23h). Estas comunidades altruistas
quedan representadas en los casos 1, 3, 5 y 7. Por otro lado, los casos 2, 4, 6 y 8 presentan
comunidades en un entorno más egoísta. La duración en la operación de los aparatos es
igual en ambas situaciones.

La simulación de las cuatro técnicas heurísticas y su comportamiento en el algoritmo1

ayudarán en la selección de una plataforma hardware para la implementación del algoritmo
planificador. La experimentación de esta simulación también supondrá la identificación del
factor o factores más influyentes en la reasignación. Una reasignación mediante diferentes
estrategias (RR centralizado [A], RR aleatorio [B], el primer consumidor siempre el mismo
[C], aleatorio [D]) determinará el grado de eficiencia para la búsqueda de reasignación
óptima.

1La simulación se realiza en un computador con las siguientes especificaciones: CPU: 2.3 GHz Intel Core i5; memoria
RAM: 8 GB 2133 MHz LPDDR3 y MATLAB R2018b [MAT10]. La experimentación se realiza con idénticos parámetros de
entrada para las cuatro técnicas heurísticas.
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Tabla 4.2: Casos establecidos para la simulación de las cuatro técnicas heurísticas.

Tamaño de
comunidad
N

N. de
Aparatos
Ai

Distribución
de aparatos

Demanda
fija

fDti,aij

Demanda
variable

vDti,aij

Flexibilidad
consumidor
(CF)

Vector
por Hora
RWt

Caso 1 >5, <30 >40, <1200 S <0,43 >9 24 h 10
Caso 2 >5, <30 >40, <1200 S <0,43 >9 L 10
Caso 3 >5, <30 >40, <1200 D <0,43 >9 24 h 10
Caso 4 >5, <30 >40, <1200 D <0,43 >9 L 10
Caso 5 >5, <30 >40, <1200 S <0,43 >18 24 h 10
Caso 6 >5, <30 >40, <1200 S <0,43 >18 L 10
Caso 7 >5, <30 >40, <1200 D <0,43 >18 24 h 10
Caso 8 >5, <30 >40, <1200 D <0,43 >18 L 10

(a) (b)

Figura 4.1: Comparación de las técnicas SA, PSO, GA y PS con igual número de aparatos, para bajo
consumo variable en slot de 24 h (a) y L (b), adaptada de [CPBG19].

4.3 Evaluación del algoritmo mediante técnicas heurísticas

Las figuras 4.1 – 4.4 muestran el tiempo computacional requerido para los diferentes ca-
sos usando la estrategia [C] (el primer jugador es el mismo cada vez). Estos casos incluso
representan condiciones extremas (elevado número de aparatos y/o una distribución des-
igual de los mismos, así como una elevada flexibilidad de las preferencias de tiempo de los
consumidores). Se observa que las comunidades con ajustes egoístas obtienen los mejores
resultados en términos de tiempo (ver caso 2, 4, 6 y 8) si se comparan con las comunidades
con ajustes flexibles (ver caso 1, 3, 5 y 7).

El tiempo de reasignación es ligeramente superior cuando los consumidores tienen
un número desigual de aparatos. Este efecto destaca en la figura 4.2 si se compara con
la figura 4.1. Lo mismo ocurre en escenarios con una demanda variable elevada (ver
Figura 4.3 y 4.4). La demanda elevada penaliza el tiempo cuando se compara con ajustes
de escasa demanda (ver Figura 4.1 y 4.2). La situación menos eficiente se observa en
comunidades altruistas con alta demanda variable al aplicar la estrategia [C] y la técnica
de optimización SA. Tal y como se muestra en la figura 4.4 (rojo), la reasignación necesita
30 minutos. Este resultado es debido a que tanto PSO como GA trabajan con conjuntos
de soluciones que interactúan entre sí logrando reasignaciones en un menor tiempo de
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(a) (b)

Figura 4.2: Comparación de las técnicas SA, PSO, GA y PS con diferente número de aparatos, para
consumo variable bajo en slot de 24 h (a) y L (b), adaptada de [CPBG19].

(a) (b)

Figura 4.3: Comparación de las técnicas SA, PSO, GA y PS con igual número de aparatos, para
consumo variable elevado en slot de 24 h (a) y L (b), adaptada de [CPBG19].

(a) (b)

Figura 4.4: Comparación de las técnicas SA, PSO, GA y PS con diferente número de aparatos, para
consumo variable en slot de 24 h (a) y L (b), adaptada de [CPBG19].

cómputo. La estrategia [C] se resuelve en las próximas 24 horas en todos los casos, siendo
PSO la técnica más eficiente en el tiempo de reasignación necesario (28 s).
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(a) (b)

Figura 4.5: Evaluación mediante diferentes técnicas de optimización (a) y resultados para diferente
número de aparatos mediante la técnica SA (b), adaptada de [CPBG19].

La figura 4.5a ilustra una comparación de las cuatro técnicas heurísticas para un nú-
mero diferente de consumidores en la comunidad. De igual forma, se observa que PSO, PS
y GA logran una rápida solución óptima global. Por otro lado, la figura 4.5b ejemplifica
que el coste necesario para la reasignación aumenta linealmente con el número de aparatos
aplicando SA2, resultado que se hace extensible al resto de técnicas heurísticas empleadas.

4.4 Evaluación por estrategia y estructura en el algoritmo de
agregación.

En esta sección se evalúa la estructura secuencial centralizada mediante diferentes estra-
tegias en el orden de los consumidores:

• [A] inicio de RR cada participante toma en consideración las preferencias de sus
vecinos.

• [B] RR aleatorio.

• [C] Primer jugador siempre el mismo.

• [D] Primer jugador se selecciona al azar.

La figura 4.6 presenta el tiempo de reasignación una vez aplicadas las estrategias [A],
[B], [C], [D] y teniendo en cuenta los diferentes factores explicados en la tabla 4.2. Estos
factores se diferencian por ramas y los datos se expresan como un porcentaje del tiempo
requerido. El resultado se indica al final de cada rama. La dos ramas principales estás
diferenciadas por una comunidad de 5 consumidores y una comunidad formada por 30
consumidores. Dentro de cada una de estas dos ramas se establecen nuevas ramificaciones

2Los experimentos de las figuras 4.1 – 4.5 se han desarrollado en la estrategia [C].



4.4 Evaluación por estrategia y estructura en el algoritmo de agregación. 71

Posibles escenarios de demanda

Tamaño de la comunidad/N. de aparatos

30/1200

Demanda variable

18 kWh

24 h

Diferente

Caso 7
16.9 %
9.3 %
100 %
85 %

Igual

Caso 5
12.1 %
9.74 %
93.8 %
67.6 %

L

Diferente

Caso 8
7.9 %
10.1 %
70.8 %
65 %

Igual

Caso 6
10.2 %
6.65 %
66.1 %
61 %

9kWh

Flexibilidad del consumidor

24 h

Diferente

Caso 3
6.79 %
6.65 %
66.1 %
51.1 %

Igual

Caso 1
28.1 %
71.2 %
66.7 %
50.6 %

L

Distribución de aparatos

Diferente

Caso 4
6.6 %
6.2 %
45.5 %
40 %

Igual

Caso 2
6.1 %
6.8 %

43.7 %
38.97 %

5/40

Demanda variable

18hWh

24 h

Diferente

Caso 7
49.54 %

66.2 %
69.8 %
60 %

Igual

Caso 5
42.4 %

69 %
77.4 %
57.4 %

L

Diferente

Caso 8
45.4 %
92.9 %
68.2 %
56.0 %

Igual

Caso 6
42.5 %
57.6 %
73.1 %
55.9 %

9kWh

Flexibilidad del consumidor

24 h

Diferente

Caso 3
37.1 %
35.3 %
100 %
47.1 %

Igual

Caso 1
44.3 %
38.1 %
77.4 %
43.9 %

L

Distribución de aparatos

Diferente

Caso 4
32.7 %
27.7 %
78.7 %
29.9 %

Igual

Cas0 2
[A] 42.8 %
[B] 26.4 %
[C] 53.3 %
[D] 27.9 %

Figura 4.6: Tiempo de reasignación necesario (en%) al aplicar estrategias mediante SA: RR [A], RR
aleatorio [B], “siempre el mismo primer consumidor” [C] y al azar [D], adaptada de [CPBG19].

en la demanda y la flexibilidad del consumidor. La últimas ramificaciones se diferencian
según la distribución de los aparatos.

[C] obtiene unos resultados poco eficientes, con un tiempo más elevado en todas las
circunstancias si se compara con el resto de estrategias. Por ejemplo, la primera rama
corresponde con un tamaño pequeño de consumidores en la comunidad, principalmente
con escasa demanda y flexibilidad e igual distribución de aparatos entre los diferentes
consumidores. [C] requiere un 53,3% y [B] tan sólo un 26,4%. Esto se debe a que el
agregador necesita más recursos cuando tiene que optimizar todos los consumidores y sus
aparatos en conjunto.

Tras la suma de sus preferencias de forma aleatoria ([D]), la simulación realizada con
los consumidores arroja un coste similar cuando se compara con [C]. Por el contrario, el
agregador optimiza las preferencias de los consumidores de forma consecutiva e individual
bajo [A]. Una nueva variante del RR es realizar esta estrategia cuando el primer consu-
midor comienza de forma aleatoria ([B]). Ambas estrategias actúan de forma análoga.

El coste de cómputo es mayor en 4 situaciones posibles: cuando los usuarios esta-
blecen una necesidad de demanda muy flexible, cuando la comunidad está formada por
gran número de consumidores, cuando el número de aparatos también aumenta y cuando
se necesita una demanda alta (ver Figura 4.6, última rama). La estrategia [B] presen-
ta un óptimo rendimiento cuando los consumidores exigen una demanda variable baja
en una comunidad egoísta y pequeña (ver Figura 4.6, primera rama).

La distribución de los aparatos también influye en el tiempo, siendo mayor en las
grandes comunidades con un número desigual de aparatos por consumidor. Si se habla de
coste de reasignación, se obtienen los valores mayores (superando 30 min) en el escenario
de la estrategia [C] bajo una alta flexibilidad y 30 participantes con diferente distribución
de aparatos por vivienda (ver Figura 4.6, última rama). Por todo lo expuesto, la estrategia
[A] (inicio de RR) aparece como la más apropiada en el planificador.
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Figura 4.7: Comparación del factor RWt aplicando la estrategia [A] bajo SA, adaptada de [CPBG19].
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Figura 4.8: Comparación del tiempo de reasignación entre escenarios centralizados y
semidescentralizados y factores más relevantes, adaptada de [CPBA21].

La figura 4.7 compara el tiempo obtenido mediante dos estructuras vectoriales de
RW t simuladas: RW t homogéneo (uniforme) y un vector RW t heterogéneo (picos) con
una desviación estándar de cada tramo horario del 50%. Este experimento se ha realizado
para los ocho casos diferentes presentados en la tabla 4.2, mediante [B] y la técnica SA.
El resultado muestra un tiempo similar con comunidades de 5 – 30 consumidores para los
dos tipos de vector RW t.

A continuación se analiza la estructura del algoritmo de planificación según el mode-
lo centralizado y semidescentralizado. La figura 4.8 ilustra la comparación de todos los
factores bajo estos dos ajustes analizando escenarios por eficiencia en la asignación de la
energía renovable disponible. El enfoque semidescentralizado requiere mayor tiempo pa-
ra la reasignación, especialmente en escenarios flexibles. Este tipo de escenarios también
influyen negativamente en el modelo centralizado.

La configuración centralizada suele ser más eficiente, con pocas excepciones, por ejem-
plo, en comunidades exigentes3 en horas punta. La ejecución de la reasignación semi-

3El término exigente se asigna a consumidores con preferencias fijas, es decir, con escaso margen de reasignación.
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Figura 4.9: Uso/sobrante de la oferta RWt disponible en el entorno semidescentralizado y en escenarios
flexible, mixto y rígido, adaptada de [CPBA21].

descentralizada no es muy eficiente ya que el algoritmo debe ejecutarse individualmente
tantas veces como número de usuarios requieran el servicio. Además, en el ajuste semi-
descentralizado, cada participante que alcanza el vector RW t accede primero a él y lo
bloquea, y puede provocar retrasos para asignar la demanda tanto a la oferta comparti-
da, como la recepción del vector de demanda reasignado, especialmente si varios usuarios
llegan al mismo tiempo. Sin embargo, en el modelo centralizado, el algoritmo esta con-
figurado para ejecutarse cada 24 horas independientemente del número de preferencias
recibidas por los consumidores.

Por último, el ajuste semidescentralizado genera un 46% de derroche del suministro
disponible en comunidades flexibles, que son comunidades con gran margen de flexibilidad
en sus preferencias. Este resultado se ilustra en la figura 4.9, que además muestra un mal
uso de recursos renovables en escenarios rígidos (mayor gasto 14%) si se compara con el
ajuste centralizado4.

4.5 Identificación de casos de comportamiento del consumidor

El agregador procesa una serie de escenarios y casos de uso con el fin de extraer e identificar
por experto los posibles comportamientos de la comunidad y los factores influyentes en
el proceso de agregación y su rendimiento. En este sentido, los casos de uso se establecen
de acuerdo con:

• El volumen de demanda: se asignan dos casos a este factor. A para los consumidores
que requieren una alta demanda y B para los consumidores de baja demanda.

• El flujo de demanda: la robustez del algoritmo se evalúa en dos tipos de demanda
base. El caso C representa un flujo plano de demanda a lo largo del día. El caso D

4En el escenario semidescentralizado, la demanda se gestiona y reasigna individualmente sin tener en cuenta las prefe-
rencias de toda la comunidad.



74 Capítulo 4. Evaluación del algoritmo planificador

Tabla 4.3: Asignación en 24 combinaciones de los casos empleados en el análisis de comportamiento.

Combinaciones/Casos 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20 21 22 23 24
Escenario E E E E E E E E F F F F F F F F F G G G G G G G

Alta/Baja demanda B B B B A A A A B B B B A A A A B B B B B A A A
Homog/ fluct demanda C D C D C D C C D C D C D C D C D C D C D C D C
Homog/ fluct RWt X Y X Y X Y X Y X Y X Y X Y X Y X Y X Y X Y X Y
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Figura 4.10: Relación de tiempo de reasignación necesario entre el número de participantes y los SA
implicados en un entorno centralizado (a). Impacto del volumen de demanda en el tiempo para los

diferentes escenarios de flexibilidad de consumidores y flujo de demanda (b), adaptada de [CPBA21].

ilustra demandas concentradas en un período específico del día formando picos de
demanda.

• La flexibilidad del consumidor: se identifican tres casos de consumidor en términos de
la elasticidad de las preferencias de tiempo de su demanda. Esta elasticidad depende
de la duración de la demanda de los aparatos y del período de tiempo preferido
establecido; por lo tanto, los casos E , F y G representan un comportamiento rígido,
mixto y flexible, respectivamente.

• El flujo de suministro: se considera que el flujo de suministro es un factor importante
en la programación de los aparatos flexibles basados en la oferta RW ; el caso X
representa una oferta uniforme a lo largo del día, y el caso Y cuando se producen
picos de consumo.

Seguidamente se analizan en detalle las pautas de comportamiento que pueden surgir
de la interacción y participación de los consumidores en el servicio de agregación, que a su
vez permiten optimizar la demanda de la comunidad. Durante su evaluación en escenarios
controlados, la agregación funciona más eficientemente en presencia de ciertos factores. El
reconocimiento de estos factores, por un lado, y el análisis en profundidad del predominio
de cada factor en la generación de patrones comunitarios, por otro lado, son de suma
importancia para el despliegue real del planificador.

Los factores considerados para la reasignación en una determinada franja horaria se
recopilan en la tabla 4.3 y en la tabla C.2 del apéndice C. La complejidad del algoritmo
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Figura 4.11: Tiempo necesario en tres escenarios de preferencias (a); factor de reasignación para
diferentes escenarios en la estrategia centralizada RR (en%) (b), adaptada de [CPBA21].
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varía en función de los distintos escenarios y, principalmente, según el número de aparatos
y participantes involucrados; este coste de cálculo aumenta proporcionalmente al número
de aparatos y participantes (ver Figura 4.10a).

Para evaluar el impacto del volumen y el flujo de demanda se llevan a cabo experi-
mentos en diferentes escenarios de flexibilidad del consumidor y grado de demanda. Las
comunidades de alta demanda, con picos de consumo y las comunidades flexibles (GAD−)
representan los límites superiores del algoritmo de agregación (ver Figura 4.10b). Los pa-
rámetros de flexibilidad de los consumidores, como la duración del funcionamiento de los
aparatos (L), pueden aumentar la dificultad en la búsqueda óptima de recursos compar-
tidos.

Los resultados de la figura 4.11a concluyen que el algoritmo reasigna en un escena-
rio flexible aproximadamente el 32,5% de la demanda. Se define un límite inferior de
0,8% cuando los consumidores no expresan su flexibilidad (es decir, escenarios EAC−).
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Figura 4.13: Tiempo de reasignación necesario para escenarios flexibles (a) y mixtos (b) con diferente
número de consumidores, adaptada de [CPBA21].

El tiempo también se ve influenciado por los picos de demanda, especialmente en escena-
rios flexibles (ver Figura 4.11b).

La figura 4.12a muestra que las comunidades con una flexibilidad rígida asignan más
rápidamente los recursos renovables compartidos. La elevada flexibilidad aumenta el es-
pacio de búsqueda de reasignación, lo que hace que el modelo de agregación requiera más
tiempo para obtener la reasignación óptima. Por lo tanto, el ratio de flexibilidad tiene un
efecto significativo en la medida de coste de cómputo: por ejemplo, el promedio de tiempo
para casos de baja flexibilidad es de 15 s aproximadamente. Sin embargo, se requiere más
de un 40% de recursos para ratios de flexibilidad elevadas, resultado que enfatiza el efecto
de la relación de flexibilidad en el tiempo de reasignación de demanda.

Las comunidades flexibles siempre son costosas en el cálculo en comparación con las
comunidades más rígidas. Las figuras 4.12b, 4.13a y 4.13b presentan los resultados de
un análisis de tres escenarios con diferente número de consumidores. Los experimentos
demuestran que el número de consumidores, el volumen de demanda y los parámetros de
flexibilidad (especialmente cuando estos últimos son valores de corto plazo) repercuten
negativamente en el rendimiento de la reasignación. Los intervalos de tiempo de opera-
ción más cortos están correlacionados con una alta flexibilidad. Es de destacar que la
reasignación de demanda con una corta duración de los intervalos de operación aumen-
ta la dificultad de una nueva reasignación que, en consecuencia, amplía el tiempo para
encontrar la solución óptima.

La figura 4.14 ilustra el coste de reasignación por la disponibilidad de recursos reno-
vables considerando tres estructuras del vector renovable RW t y diferentes volúmenes y
flujos de demanda (incluyendo el caso de suministro insuficiente). Las necesidades en horas
punta y comunidades de alta demanda (−AD−) requieren mayor tiempo de reasignación.
Las comunidades de demanda uniforme tienen la posibilidad de absorber cualquier posible
interrupción o desequilibrio de la oferta renovable.
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Figura 4.14: Impacto del flujo de la oferta renovable para escenarios de RWt por volumen y flujo de
demanda.

Tabla 4.4: Grado de reasignación de demanda obtenida en dos escenarios: flexible y mixto, para
suficiente RWt, insuficiente y con provisión PV.

Reasignación
(en%)

Escenario
Flexible

Escenario
Mixto

Recurso fósil
necesario

N. de prosumidores
con recursos PV 2 3 2 3 Flex / Mix

Suficiente RWt 45% 9% 0%
Suficiente RWt y
provisión PV 57% 61% 61% 14% 12% 12% 0%

Insuficiente RWt 70% 57% 2% / 13%
Insuficiente RWt y

provisión PV 73% 72% 71% 61% 67% 68% 1% / 11%

4.6 Análisis de agregación con microgeneración

En esta sección se realiza un análisis de los recursos del agregador incluyendo a los pro-
sumidores como consumidores activos en el proceso de colaboración y se especifica cómo
afecta la demanda agregada en escenarios controlados. Para ello, se ha seleccionado el
grado de microgeneración partiendo del perfil de demanda diaria para la producción solar
fotovoltaica (PV, Photovoltaic) en un hogar [IEA21]. En este caso, el prosumidor tiene
la capacidad de enviar al agregador su propia generación PV, que se encarga de incluirlo
junto con el vector RW t obtenido del proveedor de servicios.

A continuación, se realiza un análisis en tres tipos de situaciones: 1) los consumidores
envían sus preferencias al agregador cuando la oferta renovable es suficiente; 2) el agre-
gador no tiene suficientes recursos renovables para abastecer a los consumidores; y 3) se
incluye la figura del prosumidor en diferentes contextos de preferencias de demanda y de
recursos renovables RW t. La tabla 4.4 resume los resultados enfocados a la reasignación
de demanda obtenida y los recursos fósiles necesarios para estas tres posibles situaciones:

1. El primer caso, cuando la oferta renovable RW t (verde) es suficiente en todo el
tramo horario para abastecer toda la demanda requerida de la comunidad (azul). La



78 Capítulo 4. Evaluación del algoritmo planificador

0 5 10 15 20 25
Tramo horario 

0

50

100

150

200

250

300
D

em
an

da
Demanda optimizada
Demanda sin optimizar
RW + microgeneración
Microgeneración

0 5 10 15 20 25
Tramo horario 

0

50

100

150

200

250

300

350

400

D
em

an
da

(a) (b)

Figura 4.15: Reasignación de demanda (W) en un escenario flexible (a); en escenario mixto (b), ambos
con suficiente provisión de renovable RWt.
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Figura 4.16: Reasignación de demanda (W) en un escenario flexible (a); en escenario mixto (b), ambos
con insuficiente provisión de renovable RWt.

demanda se reasigna según las preferencias de los consumidores reduciendo el pico de
consumo establecido (rojo). La figura 4.15a muestra una comunidad con preferencias
flexibles y la figura 4.15b muestra la reasignación en un escenario de preferencias
mixtas, es decir, usuarios definidos por preferencias flexibles y fijas. La reasignación
se logra mediante el uso del vector RW t en su totalidad sin necesidad de recurrir a
la energía fósil.

2. En el segundo caso, cuando la oferta renovable RW t es insuficiente en algún tramo
horario. Aquí, el planificador reduce el pico de demanda en el escenario flexible (ver
Figura 4.16a) reasignando la demanda total hasta un 70% a otros tramos horarios,
y aprovecha al máximo el vector RW t. Si bien es cierto que la reasignación aumenta
un 13% cuando no existen suficientes recursos renovables, se debe incluir energía
fósil (2%) para abastecer a toda la comunidad. Esta situación también aparece en el
escenario mixto puesto que no se consigue abastecer a la comunidad únicamente con
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Figura 4.17: Reasignación de demanda (W) en un escenario flexible (a); en escenario mixto (b), ambos
con insuficiente provisión de renovable RWt y provisión PV por parte de un consumidor.

recursos renovables y se requiere un 13% de recursos fósiles (ver Figura 4.16b). No
obstante, se logra reducir los dos picos principales de consumo, debido a un aumento
de la reasignación un 48%.

3. En este caso se incluye la provisión PV generada en el hogar, siempre en un tramo
horario concreto. La figura 4.17 ofrece la reasignación obtenida cuando un prosumidor
envía al agregador su vector PV y, además, no existe suficiente provisión RW t en
algunos tramos del día. Cuando hay suficiente RW t, el incremento PV no tiene un
efecto significativo en la reasignación. Por ejemplo, apenas se supera el 3% en la
reasignación para el escenario flexible si 2 o 3 consumidores envían su vector PV. En
el escenario mixto, los resultados también presentan esta tendencia.

Por lo tanto, el incremento de prosumidores que envían su vector PV al planificador
no optimiza los recursos de la agregación debido a que esta provisión se realiza siempre
en la misma franja horaria. Se trata de una limitación propia del sistema PV, que no es
capaz de reasignar su generación a otros tramos horarios, pero que se puede solucionar
con una etapa de almacenamiento y redistribución. Sin embargo, [CSRH20] demuestra
que la generación PV residencial afecta negativamente al beneficio del agregador, ya que
la inversión en una unidad de almacenamiento no es rentable si se tiene en cuenta la vida
útil de la batería y el modelo de su degradación. Además, como se indica en [ZGDS21],
los consumidores sin tecnologías energéticas in situ se benefician más que los propietarios
de sistemas de almacenamiento PV. Las experiencias piloto enfocadas en la participación
de los prosumidores a nivel municipal facilitarán la difusión de la autoproducción y la
viabilidad de estos sistemas. Existen ejemplos para modificar esta tendencia, como en
[MAdR21], que promueve el autoabastecimiento estricto debido a que el precio del kWh
exportado es inferior a su coste de generación. Sin embargo, España es un ejemplo de
resistencia al despliegue de la microgeneración.
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En términos generales, un sistema con suficiente provisión de RW t siempre logra un
efecto positivo en la reasignación, aumentando un 12% o 5% en los escenarios flexibles o
mixtos estudiados, respectivamente. Además, la provisión PV al agregador beneficia a la
reasignación para los casos de insuficiente recursos renovables. Por ejemplo, los resultados
más satisfactorios se obtienen en un escenario flexible, que incrementa la reasignación un
28% para mitigar la escasez de RW t mediante la integración PV de un prosumidor. En
este caso, apenas se recurre a la integración de energía fósil en ciertos tramos horarios
(sólo un 2%). La peor situación se presenta en un escenario mixto con insuficiente RW t:
es cierto que en este caso se consigue obtener una gran reasignación para mitigar los picos
de consumo y aprovechar el vector RW t. Sin embargo, la presencia de recursos fósiles
aparece en mayor medida (más de un 13%) para un correcto abastecimiento.

Actualmente, los consumidores y/o prosumidores que participan en la agregación del
planificador, incluidos aquellos que no generan energía renovable, tienen la misma prio-
ridad. Por ejemplo, se propone un escenario donde se supone que hay una demanda de
energía en un momento determinado, por ejemplo 0,5 kWh. Se supone también que la
energía renovable disponible es de 0,2 kWh. En este caso, el agregador no proporciona
renovables a todos los consumidores y asigna 0,5 kWh renovable a los consumidores y/o
prosumidores sin ninguna preferencia. En este escenario, los consumidores que no parti-
cipan en la generación de electricidad (hogares sin generación renovable) podrían obtener
energía «verde» mientras que prosumidores con cierta capacidad de generación de energía
tienen que abastecerse de energía fósil. Los hogares que están equipados con sistemas de
generación renovable deberían tener prioridad para reasignar la energía, con el fin de ani-
mar al resto de la coalición a instalar emplear la generación renovable y a su vez participar
de forma óptima en el programa de agregación. Para ello, mediante la asignación de un
factor de reputación se puede determinar el grado de energía que se comparte. De esta
forma, se establece un nuevo escenario por turno de consumidores como en [ALZ+17], que
logra un ahorro de costes de hasta el 68% compartiendo sólo su excedente renovable.

4.7 Análisis de aceptación de plataformas de respuesta de de-
manda

Esta sección presenta un análisis realizado en el seno del proyecto ENEFF – PILOT, que
se distribuyó de forma telemática a través de su página web [ENEa]. Su objetivo es medir
el impacto y la aceptación que las plataformas de eficiencia energética podrían tener en la
vida de los consumidores residenciales. Concebido como un estudio preliminar, la encuesta
se detalla en el apéndice F y los principales resultados se resumen a continuación.

La mayoría de los participantes (97%) muestra interés en el conocimiento y/uso de
herramientas de eficiencia energética. Sin embargo, un 17% no está familiarizado con
términos como comunidad inteligente, red inteligente o DR, con la excepción del uso de
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aplicaciones de usuario basadas en IoT (30%). Si se habla de recursos renovables, un
23% no está familiarizado con la generación y gestión de estos recursos en el hogar o
en la comunidad. Este resultado se puede deber al desconocimiento de las TIC aplicadas
en el sector residencial. Concretamente, un 37% estaría interesado en el uso de recursos
de producción en el hogar. En menor medida (20%), los usuarios estarían dispuestos al
empleo de recursos de microgeneración.

En general, el consumidor comprende la generación de picos de consumo (72%), por
lo que una gestión de precios y/o demanda podría reducir el consumo en el futuro. Sin
embargo, solo un 60% está interesado en la automatización de aparatos, mientras que un
37% estaría dispuesto a planear y/o estimar su demanda energética para el día siguiente.
Esta escasa aceptación se debe principalmente a un desconocimiento de los beneficios de
un sistema de recursos energéticos compartido mediante el uso de las TIC. Una de las
causas se puede deber a la preocupación por la seguridad de las comunicaciones (un 40%
se encontraría en una situación de inseguridad) y por el beneficio real que reportaría en
su vida diaria el uso de la agregación de demanda.

No obstante, si el usuario pudiera organizar su consumo, estaría plenamente implicado
en un cambio de las preferencias (54%), mientras que solo un 11% de usuarios demanda-
ría unas preferencias de tiempo de consumo sin margen de reasignación. En general, los
usuarios están a favor del uso de una aplicación para programar sus preferencias (95%)
y no tendría problema en la instalación de un controlador en su hogar para controlar sus
aparatos (un 90% dejaría que activara/desactivara los aparatos según el vector reprogra-
mado). Además, el consumidor confiaría en la figura del agregador, preferiblemente con
este dispositivo en las dependencias de las instalaciones de los servicios públicos, en lugar
de estar situado en dependencias de la comunidad y cerca de su hogar. Esto se debe princi-
palmente al desconocimiento de la función del agregador en la reasignación y delega toda
responsabilidad en la gestión de recursos renovables al proveedor de servicios (80% de los
usuarios). En resumen, el usuario estaría dispuesto a participar plenamente en un sistema
colaborativo, pero a la hora de su implementación mostraría un gran preocupación por la
seguridad del mismo y por su funcionamiento.

4.8 Conclusiones

En la primera parte del capítulo, la investigación se ha centrado en la validación del
planificador descrito en el Capítulo 3 mediante cuatro técnicas heurísticas (SA PSO, GA,
PS). El análisis parte de la centralización en un agente que agrega toda la demanda de
los participantes con un día de antelación. El tiempo necesario para la reasignación se
ve influido principalmente por el número de aparatos (complejidad del algoritmo) y, en
menor medida, por el comportamiento de los consumidores (en cuanto a la flexibilidad de
sus preferencias) variando el tiempo necesario para satisfacer los requisitos de demanda.
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Se llega a la conclusión de que la técnica PSO ofrece unos resultados óptimos por tiempo
computacional si se compara con la técnica SA. Además, se estudian estrategias en el
turno del consumidor: [A] inicio de RR; [B] RR aleatorio; [C] el primer consumidor es el
mismo cada vez; y [D] aleatorio. La estrategia [A] aparece como la más apropiada en el
planificador.

En la segunda parte del capítulo se ha llevado a cabo un análisis profundo del com-
portamiento de los consumidores evaluando el rendimiento de agregación por grado de
reasignación de demanda y tiempo. Dicha evaluación en diferentes escenarios muestra
interesantes resultados de eficiencia en presencia de ciertos factores como el volumen de
demanda y la flexibilidad de los consumidores participantes. Por consiguiente, se realiza
un análisis por experto de todos los factores posibles, su impacto en el rendimiento y
en los escenarios proporcionados por los conjuntos de datos reales, con el fin de extraer
una batería de posibles pautas de comportamiento. El factor de flexibilidad (grado de
flexibilidad de un consumidor al definir los intervalos de tiempo para su demanda dia-
ria) domina el rendimiento del algoritmo. Aunque las comunidades altamente flexibles
son computacionalmente más costosas (menos de 35 segundos para los consumidores de
5 con 48 aparatos cada una), la asignación de demanda reasigna mucho mejor la oferta
renovable disponible.

Se ha podido observar que, mediante la clasificación del comportamiento energético,
el agregador mejora la reasignación a través de recursos renovables, especialmente en
aquellos participantes con preferencias de demanda flexibles. Por ello, y relacionado con
el impulso que los consumidores necesitan, las estrategias basadas en la DR según el
comportamiento energético pueden ayudar a estos a gestionar su gasto o consumo de
energía. Por ejemplo, un comportamiento altruista del consumidor mejora la comunidad
desde el punto de vista sostenible, eficiente y de flexibilidad. Mediante el planificador
de demanda, se reconocen patrones desconocidos en los hábitos de consumo de usuarios,
clasificándose por su comportamiento energético. Estos programas son apropiados para
participantes dispuestos a colaborar (se mejora mas de un 40% la administración de los
recursos renovables en el mejor de los escenarios). El planificador administra mejor los
recursos en comunidades centralizadas que colaboran, especialmente las comunidades de
hogares que muestran elevados niveles de flexibilidad en sus preferencias.

Hay que subrayar que el algoritmo de programación y agregación alcanza un límite
superior de flexibilidad de la demanda de la comunidad (42%), que muestra comporta-
mientos preocupados y poco exigentes. De hecho, la inclusión de preferencias flexibles
implica una alta capacidad de respuesta de toda la comunidad a las señales de la DR in-
cluso en condiciones de máxima demanda. Los comportamientos exigentes consiguen que
el 15% de toda la demanda para la reasignación sea flexible. Por el contrario, el límite
inferior se relaciona con escenarios más concurridos, donde el volumen de demanda es
alto y en presencia de picos de consumo; las comunidades en condiciones rígidas apenas
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reasignan el 1% de la demanda, incluso en un flujo de demanda uniforme. Se recono-
cen eficazmente las comunidades rígidas en comunidades muy concurridas que hacen mas
rígida la asignación de la oferta entre ellos.

El marco centralizado, en el que el agregador se encarga de la programación de la
comunidad, gana un 20% de flexibilidad adicional en comparación con la versión semi-
descentralizada del algoritmo FIFO, que gestiona la demanda de los hogares de forma
más individualizada y que se describe para escenarios más privados en los que la lógica
de agregación funciona individualmente. El comportamiento egoísta podría convertirse en
un problema a tener en cuenta en el marco de reparto de energía.

Igualmente, se ha incluido un análisis de demanda con microgeneración integrando la
figura del prosumidor en el planificador, que optimiza los recursos de reasignación en casos
de insuficientes recursos renovables proporcionados por el proveedor de servicios. Con este
análisis, se concluye que la provisión PV al agregador beneficia a la reasignación para los
casos de insuficiente RW t. Sin embargo, el incremento de consumidores que integran PV
en el planificador no optimiza los recursos de la agregación. Además, los hogares que están
equipados con sistemas de generación renovable deberían tener prioridad para reasignar
la energía con el fin de animar al resto de la coalición a instalar emplear la generación
renovable y a su vez participar en el programa de agregación.

Por último se muestran los resultados de un análisis preliminar que analiza la acep-
tación de plataformas de DR. Se concluye que el usuario estaría dispuesto a participar
plenamente en un sistema colaborativo, pero a la hora de su implementación mostraría
un gran preocupación por la seguridad del mismo y por su funcionamiento.





Capítulo 5

Análisis de comportamiento y
validación de patrones

5.1 Introducción

Animar a los consumidores hacia un consumo responsable es esencial para el uso soste-
nible de la energía. La comprensión entre las diferentes categorías de consumidores, su
comportamiento y lo que podrían significar, ayudaría al desarrollo de medidas eficaces
del planificador de demanda. Por ejemplo, el análisis en profundidad de las respuestas
en la reasignación ayudará a una mejor comprensión del comportamiento de los hogares
en materia energética. En este contexto, los datos de consumo proporcionan una nueva
forma de analizar y comprender el comportamiento energético.

El paradigma ecológico, que incluye la DR, y el paradigma orientado al comportamien-
to, que incluye las estrategias de consumo, son las dos grandes corrientes de investigación
del consumo residencial. Es por ello que en este capítulo se analizan y establecen víncu-
los de consumo y se estiman huellas energéticas de acuerdo con las preferencias y las
necesidades de los consumidores. Se procede a identificar escenarios de comportamiento
para así conocer los efectos de la reasignación de demanda de acuerdo con una serie de
preferencias.

La sección 5.2 presenta una descripción de los principales dataset utilizados: conjuntos
de datos de Living Labs reales que contienen registros de consumo de 200 hogares y de
generación renovable del proveedor de servicios. Esta sección también expone la metodo-
logía de análisis del comportamiento mediante una serie de herramientas de aprendizaje
automático para clasificar patrones de comportamiento. La sección 5.3 analiza el compor-
tamiento obtenido por experto de determinados patrones según los escenarios analizados
en el capítulo 4. La sección 5.4 basa el análisis en un aprendizaje automático no super-
visado y la sección 5.5 se centra en un análisis supervisado. Concretamente, se clasifican
las pautas existentes en las comunidades en función del consumo, logrando así la seg-
mentación de consumidores por grupos de similitud. La sección 5.6 establece un marco
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de discusión sobre la predicción de demanda en diferentes modelos de agregación, que
ayudará a reducir los picos de demanda en base a la conducta de los consumidores, pro-
poniendo, a su vez, una valiosa información sobre las necesidades de recursos renovables.
Para ello, se presentan las principales técnicas de aprendizaje automático basadas en la
predicción. Por último, en la sección 5.7 se lleva a cabo un análisis estadístico para desta-
car el comportamiento de las series individuales y su validación basada en series históricas
de consumo de energía residencial. El rendimiento de los diferentes modelos presentados
se evalúan gracias a métricas de precisión en la regresión.

El presente capítulo contribuye al análisis y la definición de patrones de comporta-
miento de los consumidores que participan en los servicios de DR agregada, y la forma en
la que los perfiles de los consumidores pueden influir en la validación de estos servicios.
La clasificación del consumidor por categorías según sus preferencias y la comprensión
del consumo en diferentes escenarios ayudará a la mejora de la planificación y la toma de
decisiones por parte del consumidor y del gestor energético1. Por último, se analizan qué
modelos de agrupación contribuyen a una óptima predicción.

5.2 Metodología

En este apartado se introducen una serie de técnicas de aprendizaje automático que se
implementan en el servicio de agregación. En las últimas décadas, estas técnicas se han
convertido en uno de los pilares de las TIC que se aplica en todo el espectro de la DR
proporcionando herramientas para predicción y/o regresión, clasificación o control efi-
ciente de sistemas distribuidos, al tiempo que se adaptan a un entorno siempre variable y
aprenden del comportamiento humano. Su principal misión aquí será el reconocimiento de
patrones que pueden ayudar a identificar nuevos comportamientos dentro del conjunto de
datos de consumo así como a validar los patrones previamente establecidos. Se describen
las principales técnicas de aprendizaje automático, que se definen cómo los algoritmos
que tienen la capacidad de aprender automáticamente de datos y observaciones y propor-
cionar una clasificación o una predicción. Estos algoritmos aprenden mejor a medida que
aumenta el número de características del conjunto de datos y ofrecen gran flexibilidad
para ajustar óptimamente los modelos, hacerlos robustos para que sean compatibles con
cualquier conjunto de datos que se introduzcan en él y obtener resultados precisos.

Las técnicas de aprendizaje automático se emplean en tareas computacionales en las
que el diseño y la programación de algoritmos explícitos y basados en reglas es inviable. La
figura 5.1 expone tres tipos de análisis: 1) no supervisado, que no tiene salidas etiquetadas
y tiene como objetivo la deducción de la estructura natural presente en un conjunto
de muestras de entrenamiento; 2) supervisado, que se lleva a cabo con el conocimiento

1La previsión de demanda emplea los datos de consumo y la energía renovable disponible como variable de entrada para
entrenar el modelo. Existe gran dificultad en la obtención de resultados óptimos debido a que el conjunto de datos de energía
renovable disponible es previsto por un modelo c y el coste de suministro y disponibilidad de electricidad es variable.
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Figura 5.1: Principales técnicas de aprendizaje automático.
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Figura 5.2: Series temporales del consumo (azul) y del vector RWt de energía fotovoltaica
proporcionada por el proveedor de servicios (rojo), adaptada de [CPBA21].

previo de las muestras de salida y se aplican para calcular la exactitud de las estimaciones
en la clasificación. En este análisis, las muestras de entrenamiento se etiquetan como
entradas, salidas y es posible conocer la respuesta correcta cuando se entrena el modelo; y
3) aprendizaje de refuerzo, que exploran y adquieren datos sobre el problema por propia
iniciativa, diseñando automáticamente estrategias que le proporcionen una solución.

De igual forma, esta sección expone la metodología empleada para el análisis de com-
portamiento automático mediante la clasificación de consumidores y la predicción del
consumo de una comunidad que participa en el marco de agregación. Se realiza un análi-
sis preliminar de procesamiento de datos de consumo reales en una comunidad. Para ello
se utiliza el dataset de NREL2, que consiste en los perfiles de demanda de electricidad
(consumo de energía residencial, validado con datos medidos, con una resolución de 10
minutos) de 200 hogares seleccionados al azar de la región del medio oeste de EE.UU
[MRS+13]. Los hogares varían en tamaño y número de ocupantes y los perfiles represen-
tan el uso total de electricidad en watios (W). La figura 5.2 muestra una serie temporal
parcial para el consumo real del conjunto de datos de NREL (azul) y las provisiones de

2La base de datos de medidas de eficiencia residencial [NRE20] es un recurso centralizado y disponible públicamente de
medidas y costes de modernización de edificios residenciales para la industria de la construcción de EE.UU.
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recursos renovables3, que se obtienen del proveedor de servicios (rojo). Ver el Apéndice B
para más información sobre el dataset.

La estimación de las capacidades de clasificación y regresión del planificador se resumen
de la siguiente forma:

1. Clasificación de tres patrones de comportamiento en un análisis por experto del
algoritmo de agregación evaluando la capacidad de reasignación y el tiempo necesario.

2. Clasificación de tres patrones en diferentes entornos de la comunidad de consumido-
res que representan las interacciones usuario, consumo y su patrón de flexibilidad.
Análisis no supervisado con técnicas como k – means, k – prototypes, HC, y PCA,
automatizan el análisis en estos escenarios, así como en conjuntos de datos que con-
tienen registros de consumo. Los patrones4 reconocidos en esta etapa apuntan a los
mismos factores de influencia extraídos en el análisis por experto.

3. Evaluación de escenarios en un análisis supervisado con LDA, KNN y lógica difusa.
Las muestras de entrenamiento y prueba de lógica difusa se extraen a partir de los
datos de tiempo que se han obtenido por experto (ver sección 5.3). La clasificación
en tres grupos de similitud presentan una precisión superior al 90%.

4. Identificación de las variaciones temporales de demanda para la predicción del con-
sumo de la comunidad. Los modelos para regresión basados en RF, SVM, y LR se
evalúan y comparan en el agregador en términos de precisión y tiempo de cómputo
sobre los mismos conjuntos de datos. Esta evaluación se establece en varios tipos de
agrupación de demanda de la comunidad llegando a obtener un 95% de precisión en
la predicción.

Para procesar el conjunto de datos y analizar las características extraídas, se utiliza el
módulo de aprendizaje Scikit [Sl21, PVG+11]. El proceso de preparación de datos para el
análisis comprende varios pasos: 1) comprobación de valores perdidos; 2) evaluación de la
calidad de los datos; y 3) comprobación de valores atípicos. El marco de trabajo final es
un archivo CSV con tres tipos de datos: la marca de tiempo, que se da en el formato horas
minutos, segundos y acompañado del año, mes y día: “AAAA – MM – DD hh:mm:ss”; el
valor de consumo de energía que se muestra por un valor que representa la cantidad de
energía consumida en intervalos de 10 minutos; y por último, los valores de previsión del
vector RW t que proporciona el proveedor de servicios.

La figura 5.3a presenta el consumo anual para 200 hogares según los datos de NREL,
que se pueden normalizar por 5.1 para reducir su redundancia y asociar formas similares a
los mismos datos (ver Figura 5.3b). Sin embargo, el escalado de los valores de consumo no

3Los datos de energía solar para Estudios de Integración de NREL son puntos de datos de plantas de energía solar
fotovoltaica PV sintética para EE.UU que representan el año 2006 [NRE20].

4Una limitación importante de la metodología es la dificultad de extraer información sobre la flexibilidad del consumidor
del conjunto de datos empleado para la validación. El conjunto de datos comprende el consumo horario de una comunidad
de consumidores durante un año.
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Figura 5.3: Consumo anual del conjunto de datos NREL y normalización

garantiza una clasificación óptima puesto que podría mejorar el rendimiento de algunos
algoritmos y empeorar otros.

X i
normalizado = xi − ximin

ximax − ximin
(5.1)

max(x) y min(x) corresponden al valor máximo y mínimo.

5.3 Análisis por experto de patrones de comportamiento

La estimación de la capacidad de la DR de una comunidad obtiene una serie de pautas
de comportamiento. El análisis y el reconocimiento de dichas pautas y factores de com-
portamiento pueden lograr una mejor estimación del potencial de la DR en la comunidad
de consumidores. El análisis sirve para: 1) estimar el nivel de compromiso de los consumi-
dores en un evento de DR; 2) identificar y seleccionar posibles candidatos para la DR; 3)
seleccionar el grado de demanda; 4) ayudar a la comunidad a predecir sus necesidades de
consumo; y también 5) personalizar un posible esquema de recompensas de acuerdo con
un patrón de demanda reconocido.

Las pautas de comportamiento del planificador se analizan mediante la técnica heurís-
tica PSO para un número concreto de consumidores y preferencias. Tanto el tiempo de
reasignación como el grado de equilibrio entre la demanda y la oferta distinguen escenarios
tal y como se presentan en las figuras 5.4 – 5.7. Los resultados dejan ver diferentes com-
portamientos y su influencia en el algoritmo de agregación de la comunidad. Los gráficos
que se muestran en la parte superior indican la demanda agregada antes (azul) y después
(rojo) de ejecutar el algoritmo de optimización en respuesta a la oferta renovable que se
representa en la parte inferior de las figuras. También se observa la oferta RW t disponible
antes (verde) y después (amarillo) de la asignación de demanda fija y variable.

La figura 5.4a ejemplifica un escenario con preferencias flexibles, concretamente con
tendencias de elevada demanda en tramos horarios concretos (p.ej., durante la noche).
La figura 5.4b ilustra tendencias de baja demanda a lo largo del día con insuficiente
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Figura 5.4: Comunidades mixtas y flexibles que consumen principalmente en un tramo (GADX ), como
en (a); y (b) con consumidores que exigen menos demanda durante todo el tramo horario (FBCY).
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Figura 5.5: Comunidades “preocupadas” que comprenden consumidores flexibles, que pueden demandar
un volumen medio – bajo, en un momento de máxima demanda (GBDX ) (a) con una oferta homogénea
de RWt. También se distinguen comportamientos “preocupados” en comunidades flexibles y de baja

demanda (GBCY) donde la oferta de RWt es insuficiente en algún momento del día (b).
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Figura 5.6: Las comunidades “ocupadas” demandan mucho en escenarios rígidos de flexibilidad, sobre
una base de horas pico (EADX ) y contando con una oferta plana de renovables (a); o contando con una

demanda plana y suficiente oferta de energía renovable (EACY) (b).

vector RW t. En este contexto, el agregador logra reasignar la demanda mediante RW t

a lo largo de un amplio tramo horario de manera uniforme siempre y cuando sea posible
(rojo). Sin embargo, la agregación es incapaz de reasignar la demanda únicamente con
recursos renovables debido a su escasa provisión y necesita recursos fósil para completar
la demanda requerida.

Se definen situaciones que comprenden consumidores flexibles con escasa demanda
centrada en un tramo horario y sin picos extremos de consumo. Este comportamiento
se cataloga como patrón “preocupado”. Por ejemplo, la figura 5.5 ilustra este comporta-
miento, donde el agregador reasigna la demanda de manera uniforme, reduciendo picos
de consumo un 50%. Concretamente, la figura 5.5a indica una reducción de los picos del
40% para las preferencias de demanda alta de 7 am – 16 pm. Sin embargo, a pesar de la
alta flexibilidad de la reasignación, no se logra reducir completamente el pico de demanda.
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Figura 5.7: Los comportamientos “exigentes” actúan sobre comunidades mixtas-flexibles que consumen
sobre todo en horas punta, como en (a) con consumidores muy exigentes (FADX ); y (b) con

consumidores que exigen menos durante todo el día (FBDX ).

Además, existen situaciones donde los participantes exigen un tiempo más egoísta para
asignar su demanda en un período deseado. Este escenario se analiza para un conjunto
de consumidores que requieren una gran cantidad de demanda de tendencia uniforme a lo
largo de todo el espacio horario. En el contexto de alta demanda a partir de las 8 am, el
agregador tiene un margen muy bajo para ajustar la demanda de forma homogénea a lo
largo todo el tramo horario y apenas consigue reasignar la demanda, independientemente
del grado de consumo, su tendencia horaria y la provisión de RW t (ver Figura 5.6). Por
último, la figura 5.7 ilustra el comportamiento de la reasignación para una comunidad
que establece picos de consumo con escaso margen de balanceo donde el agregador no es
capaz de evitar los picos de consumo. En este contexto, es probable que ciertos tramos
de RW t se agoten antes debido a la imposibilidad de reasignar la demanda para reducir
dichos picos.

A continuación, se exponen tres tipos de comportamiento en la comunidad:

Comportamiento “exigente”: comunidades que muestran un dinamismo de flexibili-
dad del consumidor heterogéneo. Por ejemplo, la figura 5.7 ilustra este comporta-
miento para diferentes escenarios de suministro renovable. El agregador consigue
reasignar el consumo en horas punta de forma eficiente incluso contando con un
suministro insuficiente en algunas franjas horarias.

Comportamiento “preocupado”: comunidades que muestran una conducta de aho-
rro de energía como consumidores poco “exigentes” y una gran flexibilidad en la
demanda a través de preferencias de consumo reasignables a lo largo de todo el tra-
mo horario. Por ejemplo, las figuras 5.5 ejemplifican como el agregador reduce la
demanda máxima y se ajusta a los períodos en que hay disponible energía renovable
intermitente. Debido a la flexibilidad de los participantes, el tiempo de operación
de las demandas variables se puede reasignar entre diferentes períodos del día. Sin
embargo, se necesita un mayor tiempo de reasignación (aumentando hasta un 2%).

Comportamiento “ocupado”: demanda alta y plana a lo largo del día, creando un
escenario difícil de ajustar cuando su flexibilidad es rígida y se concentra en los
mismos períodos de tiempo. El agregador tiene un bajo margen para aplanar la
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demanda a lo largo del día y apenas logra asignar la oferta disponible (ver Figura
5.6). Sin embargo, es el escenario más rápido si cuenta con suficiente oferta renovable.

Los recursos renovables son administrados eficientemente en consumidores “preocupa-
dos” con un 30% de margen de reasignación si se compara con el 15% obtenido para
comunidades “exigentes” o el 1% para conductas “ocupadas”. Además, los resultados des-
tacan la importancia de definir la flexibilidad temporal en función de la hora del día para
proporcionar oportunidades para mantener el equilibrio energético, la reducción de los
picos de demanda, así como para la integración de los recursos renovables.

5.4 Análisis automático por aprendizaje no supervisado

El análisis no supervisado suele utilizarse principalmente para agrupación cuando no hay
un conocimiento previo de las categorías, como en el caso de los clientes de DR que aúnan
las tareas a nivel del agregador. Este aprendizaje se centra en la clasificación de grupos
de datos o en la reducción de la dimensionalidad y se explora en una estructura de datos
desconocida para extraer información significativa sin la guía de una variable de resultado
conocida.

El análisis con técnicas no supervisadas opta por: 1) clustering k – means, que es muy
adecuada para analizar conjuntos de datos a gran escala y sus índices, incluido el índice
de Elbow y Average Silhouette, que determinan un número adecuado de agrupación de
hogares; 2) k – prototypes, una extensión del algoritmo k – means a dominios categóricos
que permite agrupar objetos descritos por atributos mixtos: numéricos y por categorías;
3) HC, que es un algoritmo que requiere un elevado tiempo de cómputo. Este algoritmo se
emplea con frecuencia para identificar los perfiles de uso energético típicos de edificios y
comprender las características del consumo, ayudando así a la elaboración de estrategias
eficaces para mejorar la eficiencia energética. A su vez, este algoritmo proporciona una
separación muy detallada de grupos; y 4) PCA que ayuda a investigar la reducción de la
dimensionalidad de los datos. En este caso, se trata de un método muy ventajoso cuando
hay una falta de datos etiquetados, o cuando se trata de datos de contadores inteligentes
a gran escala.

A continuación, se detallan las técnicas de clasificación no supervisada y la experimen-
tación llevada a cabo por cada una.

1. Clustering k – means es una técnica de data mining empleada en estudios de
reconocimiento de patrones. Está basada en el análisis de datos que permite organizar
información en clústeres significativos sin tener ningún conocimiento previo de sus miem-
bros. Cada agrupación surge durante el análisis y define un grupo que comparte un cierto
grado de similitud.

La figura 5.8 muestra la exploración realizada en el conjunto de datos NREL con los
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Figura 5.8: El análisis k – means presenta 3 patrones de consumo a lo largo de un año (a): el clúster 1,
un patrón similar al del comportamiento “ocupado” (roja), el 2, un comportamiento “preocupado” y
poco “exigente” (azul), y el clúster 3, un comportamiento “exigente” más heterogéneo (verde); (b) SD

obtenida con el análisis k – means para tres patrones de consumo a lo largo de un año.

perfiles de demanda promediados por hora. Al segmentar los perfiles de energía, es posible
determinar estrategias por tipo de consumidor. Así, se obtienen tres grupos aplicando los
métodos estadísticos como Elbow, Average silhouette y Gap5. La clasificación se divide en
distintos colores agrupados en patrones de consumo. Los hogares muestran un aumento
general del consumo a lo largo del día, centrado durante las primera horas. Como se
observa en la figura 5.8a, existe una dinámica común en el consumo, pero se distinguen
grupos de consumidores que exigen una mayor y más destacada demanda en las horas
punta y otros que presentan un perfil de consumo bajo y uniforme.

La desviación estándar (SD) dentro de cada clúster a lo largo del día permite reconocer
si el comportamiento del grupo es homogéneo o si presenta ciertos picos de consumo. Por
ejemplo, la figura 5.8b muestra el comportamiento en cada hora para los tres grupos de
consumidores. El clúster 2 ofrece un consumo homogéneo, especialmente durante la noche
y presenta un valor máximo en la SD de 1371 W a las 17 pm. Por otro lado, el clúster 3
muestra una tendencia más homogénea en el tramo horario de 24 horas, con un valor SD
máximo de 1813 W a 17 pm. Por último, el clúster 1 ilustra un perfil de demanda más
heterogéneo, especialmente a partir de las 9 am, donde la SD presenta un valor ascendente
hasta las 20 pm con un pico de SD máximo de 3807 W. Si se habla de la distribución de
los hogares por clústeres, las figuras 5.9 y 5.10 muestran las coaliciones por número de
hogares obtenidas en los 2, 3, 4 y 5 clústeres seleccionados. La agrupación formada por 3
clústeres presenta la distribución más homogénea.

A la vista de estos resultados, el clúster 1 (rojo) presenta similitudes con el patrón
“ocupado” (EAD−) extraído del análisis por experto en términos de volumen y flujo de
demanda. La curva del clúster 2 (azul) corresponde al escenario de consumo “preocupado”
(combinaciones FB −−), mientras que el clúster 3 (verde) ilustra un comportamiento de
consumo que se ajusta al patrón “exigente”, es decir, muestra un volumen y flujo de

5La dificultad de determinar el número de clústeres se debe a la variabilidad de los datos. El número óptimo de clústeres
es subjetivo y depende del método utilizado: Elbow es la suma de las distancias al cuadrado de cada punto a su centro
asignado, y average silhouette mide la calidad de una agrupación.
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Figura 5.9: Distribución de los hogares de NREL entre k = 2 (a) y k = 3 (b).
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Figura 5.10: Distribución de los hogares de NREL entre k = 4 (a) y k = 5 (b).

demanda heterogéneos (G − D−).

El estudio de tramos horarios concretos puede desempeñar un papel importante en la
determinación de patrones de consumo. Por ejemplo, a primera hora del día, una comuni-
dad con un gran número de personas en un horario laboral concreto puede requerir en sus
preferencias de demanda una cantidad significativa en comparación con una comunidad
más flexible en sus preferencias. Por lo tanto, la clasificación del comportamiento puede
ser efectiva en ciertas horas. A continuación, se analiza el comportamiento de consumo
de datos de NREL en diversas franjas horarias6: 6 am – 12 pm (mañana); 12 pm – 17 pm
(mediodía); 17 pm – 20 pm (tarde) y 1 pm – 6 am (noche).

La figura 5.11 ilustra el análisis realizado en la comunidad durante el periodo de 6
am – 12 pm. El comportamiento energético del conjunto de hogares se clasifica en dos
grupos. Se observa una tendencia de consumo ascendente que se estabiliza a partir de las
9 am, momento donde los grupos muestran un consumo muy similar. El grupo 1 indica un
menor consumo pero mayor fluctuación si se compara con el grupo 2. La agrupación en
estos dos grupos ofrece una escasa heterogeneidad en el comportamiento de la comunidad.

La figura 5.12 muestra el análisis de comportamiento en el tramo horario de 12 am – 17
6Cada tramo horario es procesado de la misma forma y el número de grupos se obtiene con métodos como Elbow y Gap.
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Figura 5.11: Patrones de consumo obtenidos con k – means (a), y tendencia – promedio de consumo en
la comunidad (b) en el primer tramo horario 6 am – 12 am. Valores de k obtenidos con el método Gap

(c), Elbow (b).
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Figura 5.12: Patrones de consumo obtenidos con k – means (a), y tendencia – promedio de consumo en
la comunidad (b) en el tramo horario 12 am – 17 pm.

pm. El consumo de energía se incrementa de forma gradual a partir de las 2 pm. Los mé-
todos Gap y Elbow clasifican dos grupos de consumidores que presentan comportamientos
muy similares. La principal diferencia es el grado de consumo ascendente durante las últi-
mas horas. Sin embargo, la clasificación ostenta una tendencia muy similar y homogénea
en ambos grupos. La figura 5.13 ilustra el análisis centrado en el tramo horario de 17 am
– 20 pm en dos grupos y la figura 5.14 también agrupa dos comportamientos en el tramo
horario de 12 pm – 6 am. El clúster 1 ofrece un mayor consumo a primera hora del día y
el clúster 2 un menor consumo y mayor fluctuación.

La agrupación resultante permite estructurar la información y derivar relaciones sig-
nificativas a partir de los datos de consumo en tramos concretos. Sin embargo, el análisis
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Figura 5.13: Patrones de consumo obtenidos con k – means (a), y tendencia – promedio de consumo en
la comunidad (b) en el tramo horario 17 pm – 12 pm.
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Figura 5.14: Patrones de consumo obtenidos con k – means (a), y tendencia - promedio de consumo en
la comunidad (b) en el tramo horario 12 pm – 6 am.

de estos tramos horarios no permite establecer claramente pautas comportamiento dife-
renciadas en la comunidad y solo se establecen dos grupos de consumidores. La mayor
diferencia se observa en el último tramo del día (en grado y disposición de consumo). El
análisis realizado con el tramo horario completo de 24 horas permite segmentar mejor la
información entre hogares diferenciando claramente tres grupos de consumidores.

2. Clustering k – prototypes se crea con el fin de manejar un algoritmo de clus-
tering con datos mixtos (variables numéricas y categóricas) y una métrica de disimilitud
personalizada: la distancia entre un punto y su centro de clúster (su prototipo) que debe
minimizarse7. K – prototypes obtiene los centroides de los clústeres para el consumo de
energía de los datos numéricos y categóricos calculando la moda de los atributos categó-
ricos en lugar de la media. Se definen las variables categóricas en tres tipos de consumo:
un volumen y flujo de demanda alto, un volumen y flujo de demanda heterogéneo y un
perfil de consumo bajo.

Los resultados de k – prototypes y k – means diferencian claramente los grupos de
consumidores con mayor y prominente demanda en horas punta (curvas rojas de las figuras
5.8 y 5.15). Estas figuras muestran una correlación similar del perfil de demanda en el

7K – means calculan la distancia euclidiana entre dos puntos y k – modes es capaz de manejar eficazmente únicamente
datos categóricos.
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Figura 5.15: El análisis de k – prototypes presenta 3 patrones de consumo a lo largo de un año: El
clúster 1, un patrón similar al del comportamiento “ocupado” (rojo), el clúster 2, un comportamiento
“preocupado” y poco “exigente” (azul), y el clúster 3, un consumidor “exigente” más heterogéneo

(verde). Desviación estándar obtenida (b) con el análisis k – means para tres patrones de consumo a lo
largo de un año.

clúster 2 (patrón “preocupado”) con ambos métodos (curvas azules). Sin embargo, el
volumen medio de demanda en el clúster 1 es menor para k – prototypes. Esto se debe
a una clasificación diferente de 24 hogares si se compara con la clasificación obtenida
mediante k – means. Por ejemplo, con k – prototypes, 20 hogares del clúster 3 (patrón
“exigente”) se clasifican en el clúster 2 y 4 hogares del clúster 1 (patrón “ocupado”) se
clasifican en el clúster 3.

3. Agrupación jerárquica (HC) detecta la estructura de agrupación de un conjunto
de datos con una representación jerárquica sin crear clústeres. HC es probablemente el
algoritmo más intuitivo de todos y proporciona una gran flexibilidad. Cada punto de datos
está inicialmente en su propio grupo. Mediante una función de disimilitud, el algoritmo
encuentra los dos puntos del conjunto de datos que son más similares y los agrupa. Es
una técnica óptima para encontrar valores y grupos atípicos. Existen diferentes funciones
de disimilitud disponibles (complete, single, average linkage, minimum variance, etc.) que
dan resultados muy diferentes a medida que aumenta la cantidad de datos. En este caso,
el algoritmo se vuelve más exigente en tiempo y recursos ya que procesa cada punto de
forma iterativa, recorriendo todo el conjunto de datos cada vez, por lo que HC no se
adapta bien.

La figura 5.16 ilustra el dendrograma8 obtenido sobre las estructuras de datos de NREL,
que se organiza en un árbol de clasificación. Cada nodo del árbol contiene un grupo de
datos similares que se agrupan en el gráfico junto a otros nodos. Los grupos en un nivel
se unen con los grupos en el siguiente nivel superior utilizando un grado de similitud.
El proceso continúa hasta que todos los nodos están en el árbol, lo que proporciona una
instantánea visual de los datos contenidos en todo el conjunto. La agrupación final se
realiza en función de la situación del punto de corte (entre 0,3 y 1,25 en este caso) dando
como resultado tres grupos finales.

8Un diagrama de árbol que muestra las relaciones de agrupación jerárquica entre conjuntos de datos de consumo similares.
El número de clases es un compromiso entre su similitud y disimilitud. Los resultados se presentan en grupos anidados y
organizados como un árbol, que idealmente termina como un esquema de clasificación.
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  00:00       02:00      04:00      06:00       08:00       10:00       12:00       14:00      16:00       18:00      20:00        22:00 
Tramo horario

16000

14000

12000

   8000

10000

   6000

  4000

D
em

an
da

Cluster 1
Cluster 2
Cluster 3

4000

3500

3000

2500

2000

1500

1000

  500

D
es

vi
ac

ió
n 

es
tá

nd
ar

 d
e 

de
m

an
da

  00:00       02:00      04:00      06:00       08:00       10:00       12:00       14:00      16:00       18:00      20:00        22:00 
Tramo horario

Cluster 1
Cluster 2
Cluster 3

(a) (b)

Figura 5.17: La clasificación HC presenta tres patrones de consumo a lo largo de un año: el clúster 1
muestra un patrón similar al comportamiento “ocupado” (rojo), el clúster 2 muestra una conducta de

“preocupado” plano y de baja demanda (azul) y el clúster 3 para un consumidor “exigente” más
heterogéneo (verde) (a). Desviación obtenida con el análisis HC para tres patrones de consumo (b).

Tres subconjuntos de datos similares se interpretan de la siguiente forma: el grupo
1 (rojo) con 52 puntos (hogares), el grupo 2 (azul) comprende 58 puntos, y el grupo
3 (verde) agrupa 90 puntos. La posición horizontal de cada rama se relaciona con la
distancia (disimilitud) entre los grupos. Dos grupos, 1 y 3, presentan más similitudes en
ambas dimensiones, volumen de demanda y flujo ya que pertenecen a la misma rama. Estas
agrupaciones se encuentran dentro del escenario FADX . Los datos del grupo 2 comparten
una dinámica común con el grupo 3, el cluster más poblado que compila comportamientos
heterogéneos. Los datos y la correlación del dendrograma permite inferir que los patrones
extraídos en el análisis por experto se ajustan bien a la agrupación de HC. La figura
5.17 presenta el resultado de la agrupación por HC para los tres grupos clasificados con
respecto al consumo medio y el valor de SD.

4. Análisis de componentes principales (PCA) es una técnica no supervisada
empleada para la reducción de la dimensionalidad de un conjunto de datos formados
por muchas variables correlacionadas entre sí. La función principal es la reducción de
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Figura 5.18: Análisis de componentes principales obtenido del conjunto de datos NREL:
comportamiento “preocupado”, “exigente” y “ocupado”, adaptada de [CPBA21].

datos redundantes, preservando en la medida de lo posible toda la información crítica del
conjunto de datos original.

PCA se aplica al conjunto de datos NREL con el objetivo de minimizar los datos
redundantes y optimizar los centros de los clústeres. Los datos se tratan en 24 dimensiones,
donde cada dimensión representa una hora del día. El principal objetivo es la reducción
de estas 24 dimensiones a las mínimas posibles para mejorar la trazabilidad de los datos9.

La figura 5.18 ilustra tres clústeres diferentes en dos componentes principales que
hacen que la tasa de contribución acumulada alcance el 87% debido a cierta pérdida de
la relación de varianza (información) durante la transformación. Los primeros y segundos
componentes explican la mayor variación posible (62 y 25% respectivamente). La tabla 5.1
muestra la varianza y varianza acumulada para cada componente principal. La suma de
la varianza de los principales componentes nos indica un porcentaje total de información
conservada durante la transformación10. Generalmente no hay un significado particular
asignado a cada componente principal después de la reducción de la dimensionalidad. El
conjunto de datos NREL se procesa reservando 24 componentes principales (cada hora del
día). Los componentes obtenidos del PCA revelan comportamientos típicos de consumo.
Los datos se agrupan en 3 clústeres de acuerdo con los experimentos y la experiencia.
Los clústeres 1 y 2 presentan una mayor dispersión en relación a su centroide, lo que
posiblemente se deba a las diferentes tendencias de consumo entre los hogares del clúster.

Aunque la flexibilidad del consumidor no se analiza a partir del conjunto de datos
NREL, los patrones reconocidos automáticamente se ajustan a esta hipótesis analítica

9La conversión provoca una pérdida de parte de la relación de varianza. El primer número da la varianza contenida en el
primer componente principal, mientras que el segundo número proporciona la varianza del segundo componente principal.

10Los resultados de PCA se consideran fiables solo si esta suma resultante es superior a 0,85 ya que la pérdida del 15%
de la información conduce a resultados inexactos.
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Tabla 5.1: Análisis de varianza y varianza acumulada para diferentes componentes principales.

Número de
componentes
principales

1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20

Varianza 0.623 0.250 0.642 0.197 0.717 0.558 0.469 0.375 0.338 0.305 0.244 0.212 2.05 0.174 0.138 0.123 0.109 0.0858 0.0703 0.048
Varianza
acumulada 0.623 0.873 0.938 0.957 0.965 0.970 0.975 0.979 0.982 0.9853 0.987 0.989 0.992 0.993 0.994 0.996 0.997 0.998 0.998 0.999

Tabla 5.2: Consumo medio y desviación estándar para cada grupo clasificado.

k – means Dendograma
jerárquico k – prototypes

Media SD Media SD Media SD
Clúster 1 16265 3237 12506 2733 14180 2810
Clúster 2 5640 1799 5054 1532 5402 1677
Clúster 3 8481 2445 7368 2328 7916 2433

obtenida en el análisis del comportamiento por experto. Además, se ha calculado la SD
y el consumo medio de los tres grupos identificados por k – means, k – prototypes y HC.
Estos valores determinan el grado de homogeneidad y el volumen de consumo anual en
cada clúster. La tabla 5.2 muestra los principales resultados obtenidos con las técnicas
no supervisadas. Por ejemplo, en k – means, el clúster 1 (patrón/escenario de actividad
EA −−) representa el límite superior en ambos factores de demanda alta y fluctuante y
presenta mayor heterogeneidad (3237 W) y consumo medio (16265 W). En HC, el clúster
2 (comportamiento “preocupado”) presenta el consumo más uniforme (1532 W) y menor
consumo (5054 W). Además, PCA reveló la baja variabilidad del conjunto de datos.

Se han considerado los clústeres resultantes como escenarios para nuevos experimentos
en el algoritmo de agregación. Los datos de consumo de los hogares del conjunto de
datos NREL se configuran como parámetros de entrada en el algoritmo sobre diferentes
hipótesis de preferencia de flexibilidad y suministro renovable. Las muestras de NREL se
agrupan según el método de aprendizaje automático y se configuran manualmente para
generar escenarios de flexibilidad de la siguiente manera: el consumo mínimo anual del
hogar establece la demanda fija, mientras que su diferencia con la franja de consumo
máximo establece la demanda reasignable; también se extrae manualmente el periodo del
pico de consumo y su duración. Los escenarios de flexibilidad rígida alargan el inicio del
periodo un tercio de la duración del pico; en los escenarios flexibles, el mismo periodo
añade la mitad de la duración de operación. Además, se prueban diferentes escenarios de
suministro renovable con base uniforme.

La figura 5.19a representa la flexibilidad ganada en un escenario rígido, donde el agrega-
dor tiene poco margen para desplazar la demanda. Se observa que la coalición de clúster
funciona bien en este escenario, siendo los clústeres 2 y 3 (que podrían representar el
comportamiento “preocupado” y “exigente”, respectivamente) la coalición que más se fle-
xibiliza, aunque representa menos del 28% de su demanda total. Por ejemplo, el clúster
2 logra reasignar el 41% de su demanda a los espacios menos ocupados, mientras que
el clúster 3 es el que mejor se desempeña individualmente en términos de volumen de
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Figura 5.19: Flexibilidad ganada (en kW) de los clústeres extraídos por k – means (a) en un escenario
rígido de flexibilidad, y en un escenario más flexible (b), adaptada de [CPBA21].

flexibilidad. El programador de demanda agregada opera satisfactoriamente en las horas
punta y en las configuraciones de demanda rígida.

Resultados similares aparecen en comunidades más flexibles (ver Figura 5.19b), que
muestran un mayor volumen de demanda variable en coaliciones entre los clústeres 1 con
3, y el clúster 2 con 3, así como en el clúster 3 de forma independiente, reasignando
el 36%, 26% y 34% de sus respectivas demandas. Además, el clúster 2 es de nuevo la
comunidad que más flexibiliza (42% de su demanda). Las comunidades “ocupadas”, como
por ejemplo, en el clúster 1 (demandando alta y pico), sin embargo, sólo se desempeñan
eficientemente en conjunto con un tipo de clúster diferente.

También se han realizado experimentos con los clústeres resultantes sobre la confi-
guración semidescentralizada, donde el algoritmo asigna la oferta renovable disponible a
petición del consumidor. Los experimentos muestran que el suministro se asigna por or-
den de enumeración de los hogares NREL; el algoritmo no ejecuta la optimización de las
preferencias en este escenario, pero sí desplaza el punto de inicio de la asignación dentro
de cada clúster para evaluar los mejores y peores casos. Por ejemplo, los clústeres 2 y 3
obtienen entre el 32% – 11% y el 33% – 16% de la demanda flexible. Sin embargo, las
coaliciones no tienen un rendimiento tan eficiente como en los entornos centralizados. El
clúster 1 mejora su volumen de demanda flexible al unirse al clúster 2; en cambio, hace
que la coalición con el clúster 3 sature la oferta renovable durante el pico de demanda.

5.5 Análisis automático por aprendizaje supervisado

Las técnicas supervisadas no sólo se desarrollan con fines de previsión, sino que se emplean
con fines de clasificación para entrenar a una función y que asigne un conjunto de atributos
a una etiqueta de clase predefinida. Estas técnicas son intensivas en cuanto a cálculo y su
rendimiento para obtener resultados con gran precisión depende en gran medida del ajuste
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Figura 5.20: Diseño empleado para el análisis supervisado.

de parámetros o de la selección de datos. Pueden ayudar a reducir la demanda basándose
en patrones de consumidores, proponiendo también a los proveedores de servicios una
valiosa información sobre los recursos necesarios. Sin embargo, los trabajos a veces no
inciden en el comportamiento dinámico de los datos, o en la necesitad ciertas técnicas de
recopilación, limpieza o agrupación de datos.

La clasificación se modela en la elaboración de perfiles de demanda para asignar con-
sumidores desconocidos a clases existentes. El término supervisado se basa a un conjunto
de muestras donde las señales de salida deseadas ya son conocidas (ver Figura 5.20). Los
modelos supervisados se emplean como clasificación para predecir las etiquetas de clase
basándose en observaciones pasadas. Se trata de valores discretos y no ordenados. Tam-
bién se emplean para regresión para predecir resultados continuos a partir de un número
de variables predictoras.

Se implementan varias técnicas de aprendizaje automático supervisadas para validar
el análisis de agrupación y determinar los métodos de clasificación más eficientes. De este
modo, se podrán asignar perfiles de demanda a un grupo de consumidores sobre el conjunto
de datos NREL y del propio conjunto de datos sintéticos de coste computacional obtenido
en la validación del planificador. Para ello, se opta por los siguientes análisis supervisados:
1) LDA, que tiene un buen rendimiento en la clasificación del comportamiento del consumo
de electricidad y de la previsión de demanda; 2) lógica difusa para estudiar la similitud
y las relaciones difusas y aumentar la eficiencia de la clasificación de los consumidores en
patrones comunitarios; y 3) KNN, que se aplica recientemente a la predicción del consumo
diario de energía basada en la clasificación y presenta resultados de alta precisión.

1. Análisis discriminante lineal (LDA) es una técnica que se utiliza para separar
grupos, maximizar la separación y minimizar la varianza dentro de cada clase. En esta
técnica no se trabaja en encontrar el componente principal, sino que se observa qué tipo de
punto y/o característica y/o subespacio ofrece más discriminación para separar los datos.
Se emplea como técnica de extracción de características para aumentar la eficiencia de
cálculo y, de esta forma, reducir el grado de sobre ajuste debido a la dimensionalidad en
los modelos no regularizados.

El concepto general de LDA es muy similar al de PCA por la reducción de la dimen-
sionalidad: mientras que PCA intenta encontrar los ejes de componentes principales de
máxima varianza en los datos de consumo, el objetivo de LDA es encontrar la demanda
en 24 horas que optimiza la separabilidad de clases. Con LDA se observa qué tipo de
demanda ofrece mayor discriminación para separar los datos de consumo.



5.5 Análisis automático por aprendizaje supervisado 103

Figura 5.21: Análisis Discriminante Lineal obtenido del conjunto de datos NREL, adaptada de
[CPBA21].

   (a) (b)

Figura 5.22: Ejemplo de lógica booleana (a) y multivaluada (b).

La figura 5.21 muestra el resultado de un clasificador LDA generado del conjunto de
datos NREL utilizando la regla bayesiana11. Es cierto que la técnica de reducción de la
dimensionalidad más utilizada es PCA, ya que con LDA, por ejemplo, es necesario entrenar
el modelo y realizar pruebas sobre un porcentaje del conjunto de datos demanda, que en
este caso es un 20% de 200 hogares. El valor de precisión obtenido para LDA es de 0,90. El
clúster 2 presenta mayor variabilidad entre hogares dentro del grupo con PCA. El clúster
1 y 3 aparece claramente diferenciado en PCA si se compara con los resultados de LDA.

2. Lógica difusa, que está basada en el conocimiento impreciso e incierto donde
la realidad física se gradúa. Se trata de una generalización de la lógica estándar12 por
el que un valor puede poseer un grado de verdad entre 0 y 1 (ver Figura 5.22). Esta
técnica se fundamenta en trabajos de teoría de conjuntos difusos y su noción permite
emplear un conjunto de reglas intuitivas [ZKY96]. Por ejemplo, un subconjunto difuso A
del conjunto U se define por la función σA(u), que es llamada función de pertenencia del
conjunto A. La función de pertenencia σA(u) es igual al grado de pertenencia entre “0”
y “1” para cualquier elemento F del conjunto U . Se define una colección de elementos
u del conjunto U que forman parte de un determinado conjunto (no hay posibilidad de

11LDA reduce el número de dimensión del original a un número c− 1 características donde c es el número de clases. En
el experimento, tenemos 3 clases y 24 características; LDA reduce de 24 características a sólo 2, de modo que se permite
trazar sobre los componentes más significativos después de la transformación lineal.

12Se aplica a los conceptos que son verdaderos (con un grado de verdad 1) o falsos (con un grado de verdad 0).
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Figura 5.23: Funciones flexible, mixto y rígido de preferencias variable en lógica difusa.

pertenecer parcialmente).

Los elementos en lógica difusa pueden pertenecer en cierto grado a un conjunto difuso
concreto. Un conjunto difuso F del conjunto U tiene un valor determinado, en el intervalo
[0, 1], que corresponde al elemento u. El valor w representa el grado de pertenencia cuyos
elementos pertenecen a F . Cada característica del conjunto de datos basados en el tiempo
de reasignación se convierte en variable difusa o combinación de posibles factores.

La figura 5.23 muestra el grado de w, σF(u) = w. Se denota u como un elemento
perteneciente a F y σF(u) es la función de afiliación de F . Para σF(u) = 0, el elemento
u no pertenece al conjunto F . Si σF(u) = 1, u se considera que es parte de F mientras
que si 0 <σF(u) <1, u se considera como un miembro difuso de F .

A, B y C son conjuntos difusos con las correspondientes funciones de afiliación σA(u),
σB(u) y σC(u) en el conjunto U . La unión entre dos conjuntos difusos (A, B, C) se describe
en la función de afiliación σA∪B(u) y se define para todo u ε U en 5.2.

σA∪B∩C(u) = max(σA(u)σB(u)σC(u)) (5.2)

La intersección entre conjuntos difusos se describe con la función de afiliación
σA∩B∩C(u) y se define para todo u ε U en 5.3.

σA∩B∩C(u) = min(σA(u)σB(u)σC(u)) (5.3)

El concepto de variables lingüísticas se emplea para tomar decisiones basadas en reglas
difusas y así obtener una mejor respuesta en comparación con un sistema que utiliza
valores concretos13. Los componentes del sistema difuso se presentan a continuación:

1. Interfaz de fuzificación, donde es posible leer y escalar los datos de entrada para
que se ajuste al conjunto mediante variables lingüísticas. Se determina el grado de
correspondencia de las funciones, por lo que cada dato de entrada pertenece en cierto
grado a cada uno de los diferentes conjuntos difusos.

2. La base de conocimiento, que consiste en una base de reglas de control lingüístico
13El uso de variables lingüísticas permite describir conceptos ambiguos de una manera comprensible en lenguaje máquina.
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Tabla 5.3: Reglas difusas empleadas en la clasificación.

Regla Especificación
R0 x2 = x3 = long and X4 = x5 = long and x6 = x7 = middle and x8 = x9 = short then concerned behavior
R1 x1 = x2 = long and X5 = x6 = long and x9 = x10 = middle and x17 = x18 = short then demanded behavior
R2 x7 is long and x8 is long and x15 is middle and x16 is middle and x23 is middle and x24 is short then busy behavior

Figura 5.24: Tiempo requerido en la reasignación de demanda normalizado aplicando diferentes
preferencias de consumo, adaptada de [CPBA21].

que contienen conocimientos especializados para la construcción del sistema difuso14.
Dado que la función o lógica se puede interpretar como una unión o intersección entre
conjuntos, las reglas se resumen en la tabla 5.3.

3. La lógica de la toma de decisiones, que indica cómo se interpreta la salida de las
reglas difusas.

4. La clasificación difusa, que se convierte en una clasificación real a través del interfaz
de defuzificación.

La lógica difusa se aplica al conjunto de datos sintéticos que se generan según el
rendimiento del planificador de demanda. Estos datos se estructuran en un conjunto de
24 variables difusas que comprenden todas las combinaciones de factores (ver Tabla C.2)
y tiempo normalizado (ver Figura 5.24). La visualización de la combinación de todos los
factores en términos de coste normalizado presenta un resultado interesante del impacto
de los factores en las coaliciones de consumidores y su comportamiento. Por ejemplo, las
comunidades rígidas (E – – –) se ejecutan rápidamente al programar la demanda.

Los datos de entrada se clasifican en una de las siguientes tres clases difusas: 1) demanda
rígida, basada en picos de consumo; 2) demanda flexible, de bajo volumen; y 3) demanda
mixta y uniforme.

14El conocimiento se presenta en forma de información lingüística.
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Figura 5.25: Clasificación mediante confusion matrix del conjunto de datos de tiempo de reasignación.
Se han establecido 3 clases como reglas difusas; se han clasificado 8 combinaciones (regla correspondiente

al patrón “ocupado”) y 10 (coincidente con el patrón “exigente”), adaptada de [CPBA21].

La figura 5.25 muestra la clasificación por confusion matrix15 lograda con una precisión
de 0,79. La clase 1, que coincide con el patrón “ocupado” y clasifica 8 combinaciones co-
rrectamente, tal y como ocurre con la clase 3 que representa el patrón “exigente” (escenario
mixto). La clase 2, que se correlaciona con el comportamiento “preocupado” presenta más
dificultades para clasificar correctamente ciertas combinaciones en este patrón.

El rendimiento de los algoritmos PSO o GA se compara para optimizar las reglas
de clasificación difusa. La función a minimizar es el error de clasificación, dado por el
porcentaje del número de muestras que se clasifican erróneamente. La implementación del
clasificador alcanza una precisión de 0,9 con PSO y 0,92 con GA tras 30 iteraciones. El
resultado en términos de es notable con la mejora de los algoritmos heurísticos. [Mäl11]
obtiene incluso una mayor precisión (97%) al aplicar GA en su clasificación.

3. K – vecinos más cercanos (KNN) es un subconjunto de técnicas de aprendizaje
automático basadas en las redes neuronales biológicas del cerebro humano. Se comienza
con una red no entrenada y se establece un patrón de entrenamiento en la capa de entrada.
A continuación, se introducen las señales a través de la red y se determina la salida en
la última capa. Esta técnica toma un gran número de puntos etiquetados y los emplea
para aprender a etiquetar otros puntos. El algoritmo encuentra las muestras K (valor que
afecta en el resultado) en el conjunto de datos de entrenamiento que están más cerca
del punto que se quiere clasificar. Por ejemplo, un valor de K elevado reduce el ruido
pero disminuyen la resolución y dan preferencia a la clase mayoritaria. El clasificador
se adapta inmediatamente a medida que se recogen nuevos datos de entrenamiento. Sin
embargo, la complejidad computacional para clasificar nuevas muestras crece linealmente
con el número de muestras del conjunto de datos de prueba, a menos que el conjunto de
datos tenga muy pocas dimensiones (características) y el algoritmo se haya implementado
utilizando estructuras de datos eficientes.

La técnica KNN se emplea en el conjunto de datos NREL con un valor de K = 5, y
15Se trata de un widget para analizar los resultados de la clasificación en una matriz que establece el rendimiento de un

algoritmo de aprendizaje, que informa de los recuentos de las predicciones.
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Figura 5.26: Clasificación KNN resultante de 60 hogares del conjunto de datos NREL, adaptada de
[CPBA21].

Tabla 5.4: Parámetros de precisión para la clasificación mediante k vecinos más cercanos sobre un
conjunto de datos de NREL para 60/140 hogares.

Precisión Recall F1 - score Soporte
Clúster 1 0,91/0,89 1/0,93 0,95/0,91 21/60
Clúster 2 1/1 0,91/0,97 0,91/0,99 20/35
Clúster 3 0,88/0,91 0,91/0,87 0,94/0,89 15/45
Precisión
macro avg 0,93/0,93 0,94/0,92 0,93/0,93 60/140
weighted avg 0,94/0,92 0,93/0,92 0,93/0,92 60/140

los resultados se expresan mediante confusion matrix (ver Figura 5.26). Cada grupo está
representado por un número similar de muestras, que proporcionan una buena estimación
de la calidad del patrón observado. A pesar de algunos falsos positivos, las muestras del
conjunto de datos están correctamente clasificadas logrando una precisión de 94%. La
tabla 5.4 compila las métricas de evaluación obtenidas en la clasificación16 obteniendo un
promedio de 0,94 y 0,93 tanto en F1 – score como en el parámetro recall. En particular,
el clasificador KNN tiene una precisión del 100% en la identificación de los comporta-
mientos del clúster 2 (“preocupado”). El clúster 3 recopila comportamientos mixtos y
heterogéneos, y presenta valores más bajos (0,88). La regla del clúster 1, sin embargo,
clasifica incorrectamente cuatro muestras del clúster 2, lo que lleva a plantearse ciertas
dudas sobre la idoneidad del conjunto de datos utilizado para este análisis.

Adicionalmente, se han configurado nuevos escenarios en el algoritmo de agregación
considerando la clasificación obtenida de KNN sobre los datos de consumo NREL. Se
establecen dos escenarios diferentes de preferencia de flexibilidad, es decir, rígido y fle-
xible, y suministro renovable RW t. La figura 5.27a representa la flexibilidad ganada en
un escenario rígido y muestra resultados similares a los experimentos con las técnicas no
supervisados (en términos de volumen de flexibilidad ganada). De hecho, las coaliciones
de clústeres ganan un mayor volumen de demanda flexible, por ejemplo, el 34% de la
demanda entre los clústeres 2 y 3. El comportamiento de las agrupaciones se aplana nota-

16El Apéndice E ofrece un una explicación detallada de los principales métricas de evaluación empleadas.
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Figura 5.27: Flexibilidad ganada (en kW) de los clústeres extraídos por KNN (a) en un escenario rígido
de flexibilidad, y (b) en un escenario más flexible, adaptada de [CPBA21].

blemente con la clasificación KNN, aunque la proporción de flexibilidad de la agrupación
1 sigue siendo la más baja (23%). Los escenarios flexibles representados en la figura 5.27b
muestran una dinámica de clústeres más equilibrada, que se flexibilizan alrededor del 30%
de su demanda total; el grupo 2 alcanza un 38% de la demanda flexible.

También se aplicaron clústeres KNN a la versión semidescentralizada del programa-
dor de demanda agregada. Los resultados sobre la flexibilidad ganada en los diferentes
escenarios17 enfatizan la necesidad de contar con muestras más heterogéneas de los com-
portamientos de los consumidores. Las clasificaciones establecidas sobre las muestras de
NREL por KNN presentan una relación similar tanto del volumen de demanda flexible
ganada tras la programación por clústeres como de su relación sobre el volumen total de
demanda. Los escenarios que mejor realizan la flexibilidad son el clúster 3 (entre el 32% y
el 26% de mejor y peor programación respectivamente) y la coalición entre los clústeres 2
y 3 (31% de media). Además, el clúster 1 mejora su ratio de demanda flexible obtenida en
el escenario KNN semidescentralizado con un mejor caso del 22%; la mezcla de patrones
de comportamiento dentro de la clasificación KNN provoca este incremento.

La tabla 5.5 resume los resultados obtenidos en las técnicas supervisadas, mostrando
el mejor rendimiento en la técnica KNN y el peor en la lógica difusa. Los algoritmos no
supervisados se desempeñan más rápido logrando las mismas puntuaciones de precisión,
lo que los hace muy adecuados para la clasificación en tiempo real de los perfiles de
demanda. Sin embargo, existen algunas dificultades para el análisis automático, como la
medición de la precisión en las técnicas de k – means, k – prototypes o HC o las necesidades
computacionales de los clasificadores de lógica difusa. Además, cuando se combina con k
– means o HC, PCA puede mejorar la coherencia de la agrupación, de modo que se realiza
una previsión más precisa del consumo de electricidad.

k – means es muy eficiente si se compara con los resultados de HC y los trabajos
17Se configuran nuevos escenarios de flexibilidad sobre las muestras de NREL como se describe en la sección 5.4.
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Tabla 5.5: Precisión y tiempo necesario obtenido en la simulación de las técnicas de clasificación
empleadas en el análisis automático.

Dataset Técnicas Puntuación Tiempo (ms)
Algoritmos supervisados

NREL KNN 0,93 4,25
LDA 0,9 5,10

Sintético Lógica difusa 0,79 134,2
Lógica difusa con PSO 0,9 26300

Algoritmos no supervisados
NREL PCA 0,87 6,0

k – means Elbow: K = 3 / Distorsión = 0,29
Silouette: K = 3 / Media = 0,22

750
1070

k – prototypes Elbow: K = 3 / Cost = 20,5 493
HC Threshold: 1 2,09

relacionados como en [WZY19]. El tiempo computacional es un 78% más rápido con un
valor average silhouette similar en esta comparación. Sus experimentos con PCA y 38
componentes alcanzan un porcentaje acumulado del 99%, mientras que en esta tesis se
obtiene una correlación del 87% con sólo dos componentes debido, principalmente, a una
menor disparidad de perfiles de consumo. Los experimentos de [PBC19] comparan la HC
con un algoritmo de aprendizaje evolutivo y 17 categorías de consumo. Su análisis calcula
un 80% de tasa de precisión y necesita una gran base de datos de clientes para representar
adecuadamente cada clúster. La experimentación también requiere grandes recursos (1367
s) para clasificar 40 edificios en 9 clústeres; su conjunto de datos es complejo. No obstante,
sus conclusiones sobre estos experimentos se aproximan a nuestros resultados: en general,
HC duplica el coste computacional de k – means. [Mäl11] ofrece una clasificación difusa
supervisada de hasta un 90% de precisión en un contexto diferente.

Los experimentos también muestran cómo los consumidores flexibles podrían ser mo-
tivados por los beneficios de la implementación de la tecnología de la DR en sus hogares,
por ejemplo, cómo un programador conjunto facultaría a toda la comunidad de consumi-
dores a coordinar el objetivo de las fuentes de energía renovables. De hecho, el desarrollo
mejora en un 46% la gestión de las fuentes compartidas dentro de una comunidad flexible.
Además, hay que tener en cuenta que todas las técnicas que se emplean para este análisis
se han implementado en el propio hardware del agregador, ejecutándose en la plataforma
Raspberry Pi (los resultados se presentan en el Capítulo 6), asegurando así la extracción
de patrones con los mismos recursos de agregación y programación.

5.6 Valor añadido de la previsión de la demanda

Las previsiones de demanda aumentan la visibilidad del comportamiento de consumo
y permiten comprender mejor qué factores contribuyen a la previsión, de modo que se
pueda gestionar adecuadamente su impacto. Esto permitirá determinar qué modelos de
previsión, entradas o actividades están añadiendo valor al modelo o lo están empeorando.
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Figura 5.28: Metodología empleada en la predicción de demanda.

La figura 5.28 ilustra el modelo empleado para predecir el consumo basado en la dispo-
nibilidad de energía renovable. Se pueden implementar otras fórmulas, como la validación
cruzada, un método similar a la división de test/prueba, pero se aplica a más subconjun-
tos, se dividen datos en subconjuntos k, y se entrenan en k - 1 uno de esos subconjuntos,
manteniendo el último subconjunto para la prueba. La validación train test es una prác-
tica común de dividir todo el conjunto de datos NREL en un conjunto de entrenamiento
y de prueba. El conjunto de entrenamiento contiene un resultado conocido y el modelo
aprende sobre estos datos para poder generalizarlos a otros datos futuros. La división para
probar la predicción del modelo suele ser aproximadamente 70/30 para el entrenamiento
y los conjuntos de pruebas (subconjunto de datos para evaluar la predicción del modelo).

Los períodos de entrenamiento y prueba se definen sobre los datos NREL en lugar de
datos esporádicos al azar. Cualquier par X vector/Y objetivo dado en los datos de entrena-
miento (1151 horas) debe proporcionar el consumo de electricidad de la hora actual (valor
Y) con el de la hora anterior. Se toma un número de observaciones de 1151/456 horas por
hogar para la prueba de un conjunto de datos de NREL con 2470 horas de observaciones.
El agregador primero limpia los datos de irregularidades y promedia los datos disponi-
bles. Posteriormente se realiza la fase de normalización, que asegurará que un problema
de convergencia no tenga una gran variación, haciendo factible la optimización. Además,
se exploran tres formas de modelar la predicción de la comunidad de consumidores:

1. El agregador modela los hogares individualmente. Requiere un modelo para cada
hogar (200 hogares en el conjunto de datos NREL). Este enfoque permite comprender
mejor la precisión de la demanda en las predicciones individuales.

2. El agregador recoge la demanda de energía para grupos de hogares similares. Se
seleccionan los tres clústeres formados en las técnicas de aprendizaje automático.

3. El agregador incorpora el consumo de los hogares antes del desarrollo de un modelo
único agregado para implementar una predicción que modele el comportamiento de
la comunidad. Las previsiones de cada hogar se suman para obtener el consumo medio
agregado, que se interpreta como la modelización de la predicción del comportamiento
de los consumidores a nivel global.

A continuación, se exponen las principales técnicas que se aplican al análisis de datos
de demanda que permitirá la inclusión de modelos de predicción en la lógica del agregador.
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Se aborda este desafío con técnicas como: 1) RF, que ha ganado una enorme popularidad
dentro de las técnicas de modelado predictivo y análisis de comportamiento debido a
su escalabilidad y facilidad de uso. La mejor solución toma la forma de un conjunto de
árboles de decisión seleccionada mediante un procedimiento de votación; 2) SVM, que
muestra un excelente rendimiento en los problemas de estimación de regresión no lineal
para muestras de pequeño tamaño; y 3) LR, que realiza la tarea de estimación del valor
de una variable dependiente (y) basándose en una determinada variable independiente
(x). Por lo tanto, se aplican estas técnicas para encontrar una trayectoria óptima que
caracterice la tendencia o la dinámica del consumo en un hogar y en una comunidad. El
apéndice D presenta una justificación matemática de estas técnicas.

1. Bosque aleatorio (RF) es un tipo de clasificador o regresor que divide los datos
de formación en subconjuntos más pequeños hasta que se cumple un criterio predefinido.
La construcción de un modelo RF se basa en la selección de dos hiperparámetros: número
de árboles y número de estimaciones a considerar. Este algoritmo consiste en una colec-
ción de clasificadores estructurados en forma de árbol [h(x, Pk ), k = 1, ...] donde Pk son
vectores aleatorios independientes idénticamente distribuidos. Los bosques aleatorios son
una combinación de predictores de árboles donde cada uno depende de un vector alea-
torio muestreado independientemente. El algoritmo para inducir RF fue desarrollado por
[Bre01] y mejora la precisión de los árboles de decisión empleando réplicas del conjunto
de entrenamiento.

2. Máquinas de vectores soporte (SVM) surge de la teoría de los perceptrones
desarrollada por [Ros62], contextualizada en [RHW86] cuando se descubrió el algoritmo
de retropropagación18. Es un método supervisado basado en el preprocesamiento de los
datos en una dimensión superior desde el espacio de características originales (en un
hiperplano para la regresión o la clasificación). Los hiperplanos son líneas que se utilizan
para separar/clasificar diferentes puntos de datos en el conjunto. Los vectores de apoyo
son los puntos de datos o vectores que se encuentran en los hiperplanos que constituyen
los pesos de las líneas fronterizas.

La figura 5.29 muestra que para un conjunto de puntos, existen varios hiperplanos que
separan ambos subconjuntos. Algunos de los planos están muy cerca de los puntos, de
manera que si se añadieran puntos cercanos a los existentes, el hiperplano dejaría de ser
válido. Las funciones utilizadas en SVR incluyen kernel lineal, polinómico, sigmoid y de
base radial (RBF, Radial Basis Function) (ver Tabla 5.6). La representación por medio
de funciones kernel aumenta la capacidad computacional.

La técnica de los vectores soporte es una herramienta universal para resolver problemas
de estimación de funciones multidimensionales y puede ser aplicada tanto a problemas de
clasificación como regresión. SVR no sólo busca un hiperplano que separe los conjuntos,

18El modelo perceptrón es un modelo simple que sólo puede aplicarse en problemas linealmente separables y se entiende
como un hiperplano que separa el espacio y cuya posición depende de los pesos (W). El valor de la función se obtiene con el
producto escalar del vector del punto y el vector que representa el hiperplano. Los pesos se actualizan usando el producto
cartesiano de los puntos mal clasificados y el valor actual de los pesos. Es decir, Wk+1 = Wk + ynxn.
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Figura 5.29: Ilustración de la técnica SVR.

Tabla 5.6: Lista de funciones kernel utilizadas.

Kernel K(x, x’) Parámetros
Lineal 〈x, x′〉 γ > 0

Polinómico (〈x, x′〉+ c)2 pεN,C ≥ 0
Sigmoid tanh(γ 〈x, x′〉+ r) γ > 0, r < 0
RBF e−γ‖x−x

′‖2
γ > 0

sino que se fuerza que la distancia entre ese hiperplano y las instancias conocidas sea la
mayor posible. El objetivo es seleccionar el hiperplano regresor que mejor se ajuste a un
conjunto de datos de entrenamiento. Por lo tanto, SVR trata de maximizar el margen
límite entre los hiperplanos.

3. Regresión lineal (LR). Es una de las formas más básicas de aprendizaje super-
visado en la que se entrena un modelo para predecir el comportamiento de los datos en
función de algunas variables independientes. Se utiliza sobre todo para averiguar la rela-
ción entre las variables y hacer previsiones. En este caso, las dos variables que están en el
eje x y en el eje y deben estar correlacionadas linealmente.

5.7 Caracterización y evaluación: métricas

La mayoría de algoritmos de aprendizaje automático tienen parámetros que se ajustan
antes del entrenamiento y que son muy importantes para construir modelos robustos y
precisos. La optimización de estos hiperparámetros tiene por objeto encontrar el valor que
ofrezca el mejor rendimiento medido en el conjunto de validación y ayudan a encontrar el
equilibrio entre el sesgo y la varianza y, por tanto, a evitar que el modelo se ajuste en exceso
o en defecto. Este proceso se puede caracterizar mediante una búsqueda cruzada en el
espacio de hiperparámetros [CM15] o mediante una configuración automática [BKE+15].

La implementación del algoritmo LR proporciona libertad en la elección de los hiper-
parámetros y, por lo tanto, el tiempo de cálculo se reduce significativamente. La calidad
de los resultados en SVR y RF se determinan por los valores de configuración de varios
hiperparámetros (C, γ, ntrees y nestimator). Por ejemplo, el parámetro C regula la toleran-
cia a clasificación errónea de los puntos del conjunto de datos. γ funciona con kernels no
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Figura 5.30: Combinaciones de hiperparámetros en el caso individual de SVR [C, γ] para la validación
por R∧2 (a) y tiempo de cómputo (s) (b).

1 1e1 1e2 1e3 1e4

n_estimator

3

3e1

3e2

3e3

3e4

n_
tre

es

0.4

0.39

0.35

0.3

0.3

0.41

0.4

0.39

0.38

0.33

0.4

0.41

0.41

0.41

0.42

0.42

0.44

0.41

0.38

0.43

0.46

0.45

0.39

0.4

0.4

1 1e1 1e2 1e3 1e4

n_estimator

3

3e1

3e2

3e3

3e4

n_
tre

es

23.0

23.5

24.0

23.5

23.0

24.9

24.0

24.0

24.5

24.0

26.0

25.3

24.6

24.7

24.8

38.5

24.7

26.7

26.5

25.5

148.0

100.0

45.0

34.8

30.0

(a) (b)

Figura 5.31: Combinaciones de hiperparámetros en el caso individual con la técnica RF [ntrees,
nestimación] para la validación por R∧2 (a) y tiempo de cómputo (s) (b).

lineales (como sigmoid) y determina el grado de sobre – ajuste de un algoritmo.

A continuación, se describe un análisis para la obtención de los valores óptimos según
el caso individual o los casos agregados. Esta selección se realiza mediante el coeficiente de
determinación (R∧2), una métrica que proporciona una medida estadística de la exactitud
de los datos dados por la curva de regresión real ajustada.

Nivel individual: la figura 5.30a presenta diferentes valores de R∧2 obtenidos según
los parámetros de configuración seleccionados en la técnica SVR. El valor óptimo de R∧2
es 0,31 con los valores [C,γ] = [1e5, 1e-2]. La figura 5.30b muestra que el tiempo de
cómputo requerido aumenta para valores de C ≥ 1e6 y γ ≥ 1e-2. El tiempo de cómputo
necesario con los parámetros óptimos es 10,9 s. Con la técnica RF y para valores de ntrees
= 3 y de nestimación = 1e4, la precisión alcanza un valor de 0,46. Sin embargo, el tiempo
de cómputo aumenta considerablemente (148 s) (ver Figura 5.31).

Nivel agregado: la figura 5.32a ofrece el valor de R∧2 obtenido con diferentes hiper-
parámetros en la técnica SVR. El mejor rendimiento (0,89) se obtiene con [C,γ] = [1e4,
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Figura 5.32: Combinaciones de hiperparámetros en el caso agregado con la técnica SVR [C, γ] para la
validación por R∧2 (a) y tiempo de cómputo (b).
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Figura 5.33: Combinaciones de hiperparámetros en el caso agregado con la técnica RF [ntrees,
nestimación] para la validación por R∧2 (a) y tiempo de cómputo (b).

1e-3] en un tiempo de cómputo de 8,9 s. El tiempo de cómputo aumenta a 26 s para la
técnica RF considerando valores de ntrees = 3e1 y nestimación = 1e2 (ver Figura 5.33a).
El valor óptimo de R∧2 se obtiene para una configuración con [ntrees, nestimación] = [1e2,
3]. En este caso, el tiempo de cómputo aumenta hasta 26 s (ver Figura 5.33b). Se han
seleccionado [C,γ] = [1e6, 0.001] para SVR y nestimación = 1e3 para RF como valores óp-
timos para los casos individual y agregado. Los valores de C <1e-3 reducen la precisión
en un 50%; y los valores más altos de γ y C aumentan el tiempo de cálculo de forma
considerable.

Con el objetivo de conocer la idoneidad de las técnicas empleadas, se procede a la
evaluación de los casos individual y agregados mediante mecanismos de puntuación para
examinar su rendimiento y precisión19. El error porcentual medio absoluto (MAPE, Mean
Absolute Percentage Error) presenta la precisión de un método de previsión. El error
absoluto medio (MAE, Mean Absolute Error) es una métrica útil cuando los grandes
errores pueden causar consecuencias. Por último, el error cuadrado medio (MSE, Mean

19Una explicación más detallada de estos mecanismos también llamados métricas se encuentra en el Apéndice D.
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Figura 5.34: Resultados de las métricas R∧2 (a), MAPE (b), MAE (c) y MSE (d) bajo casos
individuales, de agrupamiento (clúster 1, 2 y 3) y agregados, adaptada de [CPBA21].

Squared Error) calcula la media de la diferencia entre el valor de demanda real y el
previsto, y se emplea como la función de pérdida durante la fase de entrenamiento.

La figura 5.34 expone los resultados de la evaluación de las tres técnicas sobre los cri-
terios de puntuación mencionados para cada uno de los casos. Por un lado, el agregador
dedica más tiempo de cálculo en el caso individual para todas las técnicas debido a la
necesidad de recursos para extrapolar los datos en un estudio individualizado. Por otro
lado, el entorno agregado presenta una mayor precisión en la predicción según el factor
de R∧2 (por ejemplo, LR obtiene una puntuación de 0,41/0,92 a nivel de hogar/agregado
respectivamente). SVR, LR y RF proporcionan pronósticos exitosos en todos los entornos
de agrupación. La aplicación de RF muestra resultados impresionantes y un rendimiento
estable en todos los diferentes enfoques adoptados, especialmente en el entorno agregado
(R∧2 0,93; MAE 0,2e-3; MSE 0,8e-6; MAPE 3,6%). La precisión de SVR es sorprenden-
temente baja en el entorno individual (R∧2 0,3); sin embargo, esto podría deberse a la
omisión de una búsqueda hiperparamétrica exhaustiva. El entorno agregado muestra una
pequeña mejora si se compara con los entornos basados en grupos para LR y RF.

La precisión en términos del indicador MAPE es baja y oscila entre el 16 y el 105% pa-
ra el modelo individual, y entre el 2 y el 41% para los modelos agregados. Concretamente,
MAPE presenta una precisión deficiente en la técnica de SVR, ya que los errores elevados
de demanda prevista probablemente tienen un impacto significativo en la precisión. La
puntuación de MSE también muestra la misma tendencia, que presenta un peor rendi-
miento para el modelo individual. Por lo tanto, la elección del modelo de DR a nivel de
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Figura 5.35: Serie cronológica del nivel actual y previsto de consumo de energía en el modelo individual
mediante SVR (a); gráfica de dispersión en el conjunto de pruebas (b).

D
em

an
da

 (W
h)

Tramo horario

Actual
Predicción

Demanda energética actual (Wh)

Pr
ed

ic
ci

ón
 d

em
an

da
 e

ne
rg

ét
ic

a 
(W

h)

(a) (b)

Figura 5.36: Serie cronológica del nivel actual y previsto de consumo de energía en el modelo agregado
mediante SVR (a); gráfica de dispersión en el conjunto de pruebas (b).

agrupación proporciona un aumento del 57% en términos de precisión en la predicción de
demanda. La agrupación individualizada posee una mayor inestabilidad y la variabilidad
existente en el consumo que complica el establecimiento de mayores niveles de precisión
en este entorno. SVR hace énfasis en este inconveniente.

La figuras 5.35 y 5.36 ofrecen ejemplos sobre series de tiempo de la demanda real y
la pronosticada durante el período de prueba, que es realizada con SVR para el modelo
individual y agregado respectivamente. Además, estas figuras presentan su diagrama de
dispersión20. La alta dispersión observada en el modelo individual constata la dificultad
lograr una gran precisión en la predicción. Estas ilustraciones se corresponden con el
consumo medido (negro) y su predicción (rojo) en un tramo de 24 horas. La precisión en
la previsión se diferencia de forma visual con gran precisión en el modelo agregado.

Los resultados, comparados con otros trabajos relacionados dejan ver resultados intere-
santes. Por ejemplo, [WKK+20] propuso una previsión de demanda residencial individual
y agregada basada en clústeres, obteniendo un 74% de precisión con LR en un solo clús-
ter. También aplicaron SVR al modelo agregado mejorando la eficiencia para 1000 clientes
agrupados en clústeres. Por otro lado, un modelo propuesto en esta tesis se basa en un

20Si las predicciones fueran perfectas, todos los puntos de la figura 5.36b y 5.35b estarían en la línea de 45 grados (y=x).
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único clúster sin modificar los valores de los hiperparámetros para 200 hogares utilizando
SVR pero no mejora la precisión si se compara con [WKK+20]. Sin embargo, esta tesis
mejora hasta un 82% la previsión en el modelo agregado con LR debido a que se ali-
vió el efecto de los patrones individuales impredecibles al considerarlos como un único
grupo. [WVHA15] también realizó un análisis de predicción tanto a nivel agregado como
individual, en edificios comerciales aplicando técnicas como SVR o RF, entre otras. En
particular, y como consecuencia de la inconsistencia de los patrones de datos recogidos
en algunos edificios, sus resultados con RF presentaron una menor precisión de error.
[WKK+20] también observó que los modelos de predicción individuales no son satisfacto-
rios (R∧2 0,45; MAPE 28%). Estos resultados son similares a los que se han obtenido aquí
en el modelo individual con RF, pero se ha mejorado el error (R∧2 0,41; MAPE 15,72%).
Su predicción en entornos agregados mejoró notablemente (R∧2 0,96; MAPE 2,5%). En
todos estos estudios se constata que la precisión de la predicción depende del número de
clústeres y del tamaño de los mismos.

5.8 Conclusiones

El desarrollo de mecanismos eficientes para clasificar y predecir la demanda energética en
una comunidad inteligente es un campo en desarrollo de gran interés y tiende a jugar un
papel importante en los programas de DR. La medición del consumo y uso energético,
así como la integración de conductas de eficiencia energética en los consumidores, son tan
necesarias como la promoción de los avances en el uso de la energía (p.ej., mecanismos
de producción y gestión). Los proveedores de electricidad, los reguladores del mercado
y los propios consumidores necesitan comprender cómo responden las comunidades de
consumidores a la versión agregada en los desarrollos de la DR. En este capítulo se ha
analizado el comportamiento de los consumidores en la agregación de demanda y se han
identificado tres patrones mediante experto: “exigentes”, “preocupados”, y “ocupados”.
Estas tres pautas de consumo que se rigen por los factores discutidos y su validación se
realiza mediante datos reales de Living Labs.

A continuación, se ha procedido a su validación en base al consumo de datos reales
de 200 hogares que ayudan tanto a la clasificación como a la predicción de demanda.
La segmentación diferencia a los participantes en función del consumo. Con todo, los
resultados han permitido: 1) detectar anomalías; 2) ayudar al proveedor de servicios a
suministrar suficiente energía renovable; 3) conocer los factores determinantes para una
óptima reasignación con un mecanismo eficiente para distribuir el papel del agregador; 4)
ofrecer recursos para predecir el consumo en base a conjuntos de hogares individuales y
de agregación; y 5) personalizar un posible esquema de recompensas de acuerdo con un
patrón de demanda reconocido.

Para validar los patrones analizados se han aplicado técnicas de aprendizaje automático
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supervisadas y no supervisadas como k – means, HC, KNN y modelización por lógica
difusa, entre otras. Los métodos no supervisados, como k – means, ayudan a extraer no
sólo los perfiles de demanda (y el número apropiado de ellos) sino también la dinámica de la
variabilidad y la flexibilidad dentro de una comunidad. K – means funciona rápidamente
reconociendo tres clústeres de los conjuntos de datos que agrupan a los consumidores
según el volumen y el flujo de la demanda. Sin embargo, las características de flexibilidad
no se han podido reconocer en el conjunto de datos. Con el análisis de la media y la
SD del consumo por hora se ha logrado agrupar a los consumidores que muestran un
patrón similar. Por ejemplo, el clúster 1 (el patrón de comportamiento “ocupado”) ha
dejado ver la peor capacidad de reacción si se compara con el clúster 3, ya que tiene
un consumo mayor y fluctuante que hace que el agregador tenga una difícil gestión de
recursos renovables.

El análisis supervisado con KNN y LDA también ha sido rápido y preciso (precisión
>0,9). El primer algoritmo ha diferenciado tres comportamientos sobre un total de 140
hogares en el conjunto de datos NREL con un 93% de precisión; en particular, se ha re-
conocido un patrón “ocupado” en el 49% de las muestras, el 25% corresponde al patrón
“preocupado” y el 32% a los comportamientos “exigente”. Igualmente, la aplicación de
lógica difusa ha sido capaz de identificar los mismos patrones con una precisión del 79%
sobre el análisis de los factores con impacto en el proceso de programación. Los escena-
rios con comportamientos “ocupados” han recopilado el 33%, mientras que los otros dos
patrones en coalición flexibilizan el 45% de la demanda para su reasignación con sólo
el 47% de participación (es decir, el 42% corresponde a consumidores “exigentes” y el
5% a comportamientos “preocupado”). Como demuestran los métodos supervisados, el
análisis de las pautas y su capacidad de respuesta en términos de coste computacional, ha
ayudado a clasificar el comportamiento de consumo, lo que a su vez mejora la asignación
de recursos compartidos (la oferta renovable disponible) y la demanda (conjunta) de la
comunidad. Los experimentos muestran cómo el agregador es capaz de clasificar diferentes
patrones de comportamiento con una precisión de hasta el 90% tanto mediante técnicas
supervisadas como no supervisadas.

Finalmente, se ha incluido un debate sobre la idoneidad del uso de técnicas de regre-
sión como RF, SVR y LR para predecir el consumo en el agregador. Se encuentra una
alta precisión (> 0, 94) en las estimaciones y un perfil rápido de comportamiento en las
agrupaciones de la comunidad. Los resultados indican que el modelo tiene una predic-
ción de demanda mucho mejor en una asignación agregada si se compara con los modelos
individuales de demanda energética.



Capítulo 6

Validación experimental del
programador de demanda

6.1 Introducción

Solo una fracción de una amplia variedad de sistemas de DR recopilados se han probado
en sistemas físicos. La DR ha sido abordada y enfocada desde diferentes tecnologías, es-
tándares, configuraciones e implementaciones que pueden dar lugar a diferentes requisitos
de medición y de seguridad [SS15, CFB+20, CLV18]. La implementación de técnicas de
reasignación de demanda con fuentes renovables apenas se ha explorado y su validación
debería investigarse en profundidad. En este capítulo se evalúa experimentalmente el pla-
nificador de demanda en prototipos que muestran la viabilidad de protocolos y enlaces
de red, escenarios comunitarios y comportamientos de los consumidores, y sobre diferen-
tes plataformas hardware, recursos de comunicación y seguridad necesarios. Además, se
considera un banco de pruebas de datos reales en las preferencias de consumo.

La sección 6.2 presenta la implementación del planificador, centralizado a través del
agregador, que optimiza la demanda programada por hasta tres consumidores a través
sus preferencias de consumo. La sección 6.3 procede a la evaluación de la implementación
con el cálculo del tiempo de reasignación requerido por plataformas de agregación ligeras
y eficientes, como Raspberry Pi. La sección 6.4 comprueba la comunicación sobre una
serie de protocolos de red: UDP, MQTT - TLS y CoAP - DTLS wifi y MQTT 3G.
La sección 6.5 profundiza en la arquitectura de comunicación más adecuada según la
situación del agregador y se lleva a cabo la implementación de varias herramientas de
aprendizaje automático empleadas en el Capítulo 5 con la validación de patrones de
comportamiento. Por último, la sección 6.6 presta especial atención a la seguridad a través
de comunicaciones wifi en configuraciones de privacidad y de seguridad. Los resultados del
rendimiento de agregación, comunicación y seguridad presentan costes de computación y
comunicación factibles en varios escenarios según el número de aparatos, así como las
arquitecturas de red y de configuración determinan el grado de seguridad de la aplicación.
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Figura 6.1: Marco experimental del planificador de demanda para 3 consumidores, el proveedor de
servicios y el agregador, así como la estructura dentro del hogar.

Las principales contribuciones de este capítulo se centran la implementación del algo-
ritmo de agregación en cuatro plataformas hardware de diferentes características (Rasp-
berry Pi 4, 3B+ y 3B, y plataforma Arduino Mega) para comparar el rendimiento en la
reasignación de demanda. La sobrecarga de procesamiento se encuentra dentro de rangos
factibles, es decir, el agregador requiere menos de 2 s para programar pequeñas comunida-
des de consumidores que impliquen seis aparatos. La medición de rendimiento en cuatro
plataformas hardware concluye que Raspberry Pi 4 es una opción eficiente y ligera tanto
para dispositivos home controller como para el agregador. Se contribuye también a la
implementación de técnicas de aprendizaje automático, así como a la validación de la ar-
quitectura de red en varias plataformas hardware mediante un análisis de las necesidades
de comunicación con los protocolos de red sockets UDP, MQTT, CoAP y enlaces a través
de wifi o 3G. Por último, se evalúa la seguridad de la comunicación entre el agregador y
el controlador con MQTT wifi.

6.2 Implementación del planificador

La figura 6.1 describe el flujo de interacción del planificador, donde una comunidad com-
parte el proveedor de servicios y el agregador. Cada consumidor dispone de un home con-
troller que se implementa en la plataforma Raspberry Pi 3B, se conecta vía wifi con los
aparatos y dispositivos conectados al hogar, y se comunica por wifi o 3G con el agregador.
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Figura 6.2: Especificación de mensajes entre el controlador – agregador del hogar y el controlador –
aparato, adaptada de [CPBG20].

El consumidor interactúa con un dispositivo a través de una aplicación para introducir las
preferencias de tiempo de los aparatos; cada comunidad dispone de un agregador, desa-
rrollado en una Rapsberry Pi 4, que se comunica a través de wifi o 3G, y con el proveedor
de servicios.

1. Controlador de hogar: el hogar conecta los aparatos inteligentes al controlador
y se comunica por: 1) ZigBee [BG12], protocolo que cuenta con una baja tasa de datos
y consumo de energía; 2) Z – Wave [MJR15], utilizado para la comunicación de corto
alcance debido a su baja latencia; y 3) wifi, que tiene una alta tasa de datos y largo
alcance que también mejora la visibilidad y la seguridad.

La figura 6.2 ilustra los mensajes entre los actores del planificador. El home controller
recoge las preferencias de tiempo para cada aparato que se programe. Este dispositivo
recibe los siguientes datos de entrada de la aplicación del usuario a través de wifi: demanda
fija fD (kWh en modo de reposo), demanda variable vD (kWh cuando está encendido),
duración L en número de horas de activación y el período [tibeg, tiend], que representa el
marco temporal de flexibilidad y tiene que ser al menos L para cada aparato inteligente
que se identifica por IDi. El agregador recopila las demandas de los consumidores y,
considerando sus preferencias de tiempo, genera un vector de demanda reasignado de
24 horas para cada aparato, que se envía de forma privada. El home controller gestiona
el funcionamiento y control de los aparatos inteligentes según el vector reasignado sin
intervención humana y puede ser desarrollado por Home Assistant.

Home Assistant es una plataforma de código abierto para el hogar inteligente que inte-
gra con éxito en diferentes aparatos inteligentes sin depender de una nube o de servidores
remotos. Se trata de un servidor web instalado en la distribución de Linux Raspbian de la
plataforma Raspberry Pi del home controller. La visión general de la arquitectura Home
Assistant se muestra en la figura 6.3a y consta de: 1) bus de eventos, que se trata de un
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Figura 6.4: Aparatos inteligentes y plataformas empleadas, módulo de conexión Z – Wave (conector
blanco) y ZigBee (conector negro) (a); situación de los aparatos y el home controller con el agregador

integrado dentro del hogar (b).

componente central utilizado para facilitar una acción (p.ej., escucha de eventos); 2) má-
quina de estado, que monitorea y activa un evento de cambio de estado al bus de eventos,
una vez que un estado ha sido actualizado; y 3) registro de servicios, que escucha al bus
de eventos. El temporizador1 se adapta para enviar un evento de cambio de hora según
una determinada frecuencia en el bus de eventos. La configuración se realiza mediante una
puerta de enlace que comunica los aparatos al controlador a través de Z – Wave, ZigBee,
o wifi (ver Figura 6.3b).

La figura 6.4 muestra los dispositivos empleados en el planificador (a) y la situación de
aparatos, el home controller y el agregador dentro del hogar (b). La integración de Zigbee
Home Automation permite conectar dispositivos que se basan directamente en Zigbee, y
con el controlador Z – Wave JS se configura la integración de aparatos Z – Wave.

Los datos de activación de cada aparato se envían en un vector de 24 slot hasta com-
pletar un día completo. Cada slot se identifica por 0/1, que corresponde con la desactiva-
ción/activación del aparato en dicha hora. La estructura básica de la sintaxis del script
es una lista de mapas clave y/o valor que contienen acciones. Por ejemplo, MQTT reduce
la complejidad permitiendo una única conexión a un tema de mensajes. Un aparato se
configura de la siguiente forma:

1Este componente simplifica la automatización basada en la duración.
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Figura 6.5: Ejemplo de ejecución de un switch Z – Wave.

binary sensor:
- platform: MQTT
name: “nombre aparato”
state topic: ‘tema/dispositivo”
json attributes topic: “tema/dispositivo”
payload off: 0
payload on: 1
value template: “valuejson.data[now().hour]”

El valor “nombre aparato” corresponde a cada aparato configurado en el hogar. El
parámetro “tema/dispositivo” es la ruta a la que se enviará el mensaje por MQTT. Los
vectores se envían de la siguiente forma:

ejemplo A ->“data”: “000000000000000011100000”

ejemplo B ->“data”: “000000000000011110000010”.

La automatización enciende (on) y apaga (off ) cada aparato consultando su estado y
se actualiza al cambio de hora. Por ejemplo, la figura 6.5 muestra el tiempo que el switch
está encendido (verde), que es el tramo horario de 16:00 – 19:00 del ejemplo A, mientras
que el dispositivo luz (ejemplo B) estaría encendido en los tramos horarios 14:00 – 17:00
y 22:00 – 23:00, y apagado el resto de horas (rojo).

2. Agregador: el apéndice A ilustra un diagrama de secuencia con los principales
pasos de la implementación del algoritmo en la plataforma Raspberry Pi 4. El algoritmo
se implementa codificado en lenguaje C++ y se compila con la versión de Linaro GCC
7.4.0 en una tarjeta MicroSD y sistema operativo Linux . El sistema está habilitado para
comunicarse a través de red inalámbrica IEEE 802.11 y 3G. Los valores de preferencias y
del vector RW t son definidas en variables que se leen cada vez que se ejecuta el algoritmo.

En lo referido a los resultados del coste computacional y de comunicación, se dan
tres casos de uso (ver Figura 6.6). El caso de uso 1 está formado por un consumidor
con el agregador comunitario en el mismo edificio. El caso de uso 2 lo componen dos
consumidores/viviendas en edificios contiguos, y el agregador compartido por edificios.
El caso 3 está está formado por 3 consumidores/viviendas y el agregador alejado de los
edificios.
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Figura 6.6: Casos de uso según la situación del agregador y número de consumidores.

Tabla 6.1: Coste computacional medido en diferentes plataformas.

Modelo CPU RAM
Frec.
reloj
(GHz)

Sistema
operativo

Tiempo (s)
CASO1
1 consumidor
3 aparatos

Tiempo (s)
CASO2
2 consumidores
32 aparatos

Tiempo (s)
CASO3
3 consumidores
52 aparatos

Procesador
computadora

Dual core
Intel i5

8 GB
LPDDR3 2,3 MacOS

10,15 1,02 ± 0,17 2,56 ± 0,20 4,10 ± 0,31

Raspberry
Pi 4

Quad Core
Cortex A72

2GB
LPDDR4 1,5 Linux

Ubuntu 1,45 ± 0,01 11,85 ± 0,03 19,39 ± 0,02

Raspberry
Pi 3B+

Quad Core
Cortex A53

1 GB
LPDDR2 1,4 Linux

Ubuntu 2,70 ± 0,31 22,27 ± 0,04 36,66 ± 0,36

Raspberry
Pi 3B

Quad Core
Cortex A53

1 GB
LPDDR2 1,2 Linux

Raspbian 3,13 ± 0,09 26,12 ± 0,05 42,59 ± 0,10

Arduino
Mega

ATmega2560
Microcontroller

Flash
256 KB 0,016 - 1030 ± 6 - -

6.3 Coste computacional

La tabla 6.1 resume el tiempo de reasignación necesario en el agregador para diferentes
plataformas y sistemas operativos. Los resultados preliminares del algoritmo en platafor-
mas hardware están de acuerdo con los resultados previos de las simulaciones del Capítulo
4. La figura 6.7 compara el tiempo del proceso de programación en el agregador para los
tres casos de uso en los diferentes escenarios de tolerancia en las preferencias y el tama-
ño en cuanto al número de aparatos. Además, se implementa la lógica del agregador en
otras plataformas como la tarjeta electrónica MEGA de Arduino, que presenta un retra-
so adicional de unos 1000 s en comparación con el rendimiento de la tarjeta Raspberry
Pi, y limita la programación de escenarios de gran número de aparatos debido a su al-
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macenamiento variable de 8 KB en la memoria estática de acceso aleatorio (SRAM). Los
resultados mejoran los cálculos en [LTLDPDP19], que, mediante un home controller simi-
lar tanto a nivel de hogar como de comunidad en las plataformas Raspberry Pi, mostraron
un tiempo de ejecución de 1800 s para cuatro hogares.

También se evalúa el efecto de variables, como el número de consumidores que cola-
boran, el volumen de demanda fija y/o reasignable, la demanda total de la comunidad,
y la flexibilidad del intervalo de tiempo de operación. Ciertos factores influyen en el re-
sultado final del algoritmo en términos de tiempo de reasignación. Por ejemplo, la figura
6.8 muestra el vector agregado y reasignado para dos consumidores (demandas dibujadas
en dos colores) antes de la programación (a, b, c) y como resultado de la programación
optimizada con suministro uniforme (d, e, f) y suministro desigual (g, h, i). Por ejemplo,
se establecen tres tipos de escenarios de comunidad en la implementación:

1. Escenario flexible, en la que las preferencias de tiempo de los consumidores se relajan,
por lo que la demanda se satisface para un rango amplio en la reasignación. La figura
6.8a muestra el vector de demanda agregada en el agregador antes de la reasignación
y la figura 6.8d,g ilustra como resultado la programación reasignada. La comunidad
de ejemplo, aunque tolerante a la reasignación, demanda franjas horarias similares,
generando picos o sobrecargas (ej., 00:00). Sin embargo, el resultado de la agregación
fue satisfactorio a la hora de distribuir la demanda a lo largo de las diferentes franjas
horarias y su suministro. Los experimentos con dos hogares mostraron un algoritmo
de programación con gran capacidad de reasignación cuando se aplicó la comunidad
flexible2.

2El tiempo de funcionamiento de los aparatos se fijó por igual en los tres escenarios: flexible, mixto y rígido
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Figura 6.8: Vector agregado para dos consumidores (demandas dibujadas en dos colores) antes de la
programación (a, b, c); resultado de la reasignación con suministro RWt uniforme (d, e, f) y suministro

RWt no uniforme (g, h, i), adaptada de [CPBG20].

Tabla 6.2: Estructura y tamaño de los mensajes: los encabezados y la carga útil del mensaje se
representan en la figura 6.2.

Estructura mensaje Tamaño Protocolos (sobre wifi) (ms)
UDP CoAP/DTLS MQTT/TLS

APP → Controller : m1: {fD, vD,L, tbeg, tend, ID} 48B = 8B/dato (×6 campos de datos)
∀ aparato para ser programado

Controlador → Agregador : m1 ×4 aparatos 192B = 48B/aparato (×4 appls.) 21 ± 2 95 ± 13 162 ± 15
Utility → Agregador : [0, · · · , 23] (kWh) 192B= 8B/slot (×24 slots)
Agregador → Controlador : [0, · · · , 23] (kWh) ×4 appls. 768B= 192B/aparato (×4 appls.) 25 ± 3 109 ± 21 175 ± 20
Controlador → Aparato : [0, · · · , 23] (ON/OFF) 192B = 8B/slot (×24 slots) sobre ZigBee/Zwave: ≈20

∀ aparato para ser programado

2. Escenario rígido, donde los participantes demandan un periodo preferente más egoís-
ta, limitando así las posibilidades de reasignación. La figura 6.8e,h muestra cómo el
agregador tiene un escaso margen para ajustar la demanda de forma homogénea a
lo largo del día.

3. Escenario mixto, donde las demandas muestran un dinamismo más heterogéneo. La
figura 6.8f,i ilustra este comportamiento en el que las preferencias de activación de
los aparatos varían sin patrón. El agregador es capaz de equilibrar la carga de manera
uniforme a lo largo del día.

6.4 Coste de comunicación

La tabla 6.2 recopila la estructura de los mensajes y el tamaño de las interacciones entre la
aplicación de los consumidores y el controlador – agregador, así como el tiempo necesario
en la comunicación para diferentes protocolos. La figura 6.9a ilustra el montaje experi-
mental empleado en una serie de experimentos variando el protocolo de red, la calidad del
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(a) (b)

Figura 6.9: Tarjetas electrónicas empleado para la comunicación 3G del consumidor y el agregador (a);
aplicación software del dispositivo agregador que permite ver el estado de la comunicación 3G en tiempo
real, el tiempo de uso de la plataforma, el interfaz utilizado, kBytes transmitidos/recibidos, etc. (b).
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Figura 6.10: Comunicación UDP del consumidor – agregador.

servicio (QoS, Quality of Service) y los requisitos de seguridad. Estos experimentos se han
realizado mediante conexión wifi3 y 3G gracias a la integración del módulo 3G/4G&LTE
Base HAT Sixfab en todas las plataformas. Para ello, se han utilizado módulos mini PCIe
3G/4G que se convierten en un puente entre la Raspberry Pi y el módem. Este HAT
celular proporciona una conexión de datos simplificada para proyectos IoT remotos en
cualquier lugar. Se trata de una conexión de alta velocidad (LTE, Long Term Evolution)
con bajo consumo de energía en un módulo de fácil integración USB 2.0 que requiere una
alimentación de 1,8 V. La plataforma ofrece un diseño ultra compacto mediante el módulo
Telit LE910C1 Mini PCIe.

Además, mediante el software Sixfab Core 3G instalado en las plataformas home con-
troller y el agregador es posible comprobar el estado de la conexión en tiempo real (ver
Figura 6.9b). Sixfab Core elige automáticamente la interfaz basada en una lista de prio-
ridades. Por ejemplo, ppp0 es una interfaz protocolo punto a punto (PPP) creada por

3Los modelos Raspberry Pi disponen de red wifi integrada, por lo que no se necesita ningún componente adicional.
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pppd cuando el módem se conecta utilizando la llamada ATD (de attention) en el puerto
serie; wwan0 también está disponible incluso cuando el módem GSM está operativo pero
no conectado.

Las aplicaciones que quieran comunicarse a través de internet usarán protocolos de
capa de transporte: el protocolo TCP, que destaca por su fiabilidad o el protocolo de
datagramas de usuario UDP, que destaca por su velocidad y está siendo utilizado por cada
vez más aplicaciones que requieren una conexión rápida. La evaluación de la comunicación
se realiza a través de: 1) sockets UDP, donde no hay conexión entre cliente y servidor; 2)
MQTT, creado para conectar dispositivos que permiten el cifrado de los datos y facilita
su protección con autenticación; y 3) CoAP DTLS, que garantiza la confidencialidad e
integridad del contenido de los mensajes intercambiados.

1. Sockets UDP: se ha diseñado una arquitectura de comunicación basada en UDP
sobre el estándar IEEE 802.11. Para realizar la programación de la red de comunicación
se recurre al uso de sockets y de aplicaciones cliente – servidor [JMA97]. Cada aplicación
cliente – servidor opera con un canal de comunicación y al descriptor de ese canal se le
denomina socket. Este socket indica el protocolo de comunicación utilizado, la dirección
de red IP local y remota y el número de puerto local y remoto. De esta forma, se logra
identificar a cada aplicación cliente – servidor de manera única.

La figura 6.10 ofrece la interacción analizada entre el home controller y el agregador.
Al trabajar con el protocolo de comunicación UDP, no es necesario establecer ni liberar
la conexión, simplemente se envían los datos indicando (dentro de la estructura de los
mismos) la dirección de destino. El agregador recibe los datos y la dirección del cliente,
que utilizará posteriormente para enviar la reasignación de demanda.

2. MQTT: se utiliza ampliamente entre los dispositivos IoT debido a su alta portabi-
lidad y reducido consumo en términos de memoria y potencia. El protocolo se implementa
en el puerto TCP 1883 para una comunicación no segura y el puerto 8883 para añadir
TLS. La figura 6.11a ilustra el modelo de publicación/suscripción y los mensajes que
entregan los datos de la aplicación junto con el QoS exigido por el cliente.

MQTT establece un acuerdo en un mensaje que define la garantía de entrega llamada
QoS. Se prueba el uso de tres niveles diferentes de QoS (ver Figura6.11a): el nivel 0
de QoS envía el mensaje sólo una vez siguiendo el flujo de distribución de mensajes y
no comprueba si el mensaje llega a su destino. Este entorno no es muy adecuado si se
desconoce que el mensaje se ha entregado. El nivel 1 de QoS envía el mensaje al menos
una vez, lo que garantiza la recepción del mensaje, pero causa inconsistencias al agregador
si el mensaje se entrega más de una vez. El nivel 2 de QoS envía el mensaje sólo una vez.
La figura 6.11b muestra la captura del paquete Wireshark - MQTT de QoS nivel 2 entre
el consumidor y el agregador.

3. CoAP DTLS: la forma más común de asegurar una conexión TCP es usando
el protocolo de seguridad de la capa de transporte TLS proporcionando privacidad e
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integridad de los datos entre dos aplicaciones que se comunican. Para asegurar el tráfico
UDP, se utiliza DTLS [DTL], un protocolo basado en TLS4. CoAP sobre UDP/DTLS
garantiza la confidencialidad, integridad y autentificación de los mensajes. En particular,
en la implementación se emplea DTLS v1.2 [RM12] bajo FreeCoAP, una biblioteca de C
desarrollada para dispositivos GNU/Linux que usan GnuTLS5.

La figura 6.12a ilustra el procedimiento de una sesión DTLS, tanto el consumidor como
el agregador están equipados con certificados y claves privadas. El handshake se utiliza
para acordar las configuraciones de seguridad y la clave de la sesión para la comunica-

4Es importante que la implementación de este protocolo se realice correctamente, de lo contrario se podría llevar a una
vulnerabilidad en el software y podría ser explotada por un atacante.

5GnuTLS, GNU (Transport Layer Security Library), es una implementación de software libre de protocolos SSL y TLS.
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(a) (b)

Figura 6.13: Latencia de comunicación entre el consumidor y el agregador con diferentes protocolos en
comunicación wifi (a); 3G (b).

ción. Inicialmente, el consumidor realiza un handshake de DTLS para establecer un canal
seguro que contiene el cipher suite: TLS_ECDHE_ECDSA_AES_128_GCM_SHA256.
La sesión comienza con el mensaje Client – Hello de DTLS. El handshake procede con el
intercambio de claves y certificados. Mientras que TLS está dedicado a entregar un flujo
de datos de manera fiable y con cifrado autenticado, de extremo a extremo, DTLS está
destinado a entregar datos de aplicación que están autenticados y cifrados de extremo a
extremo. Cuando no hay más datos que enviar, el consumidor proporciona la encrypted
alert, que es un mensaje de close notify para iniciar el cierre de la sesión DTLS.

La figura 6.12b ofrece una captura de paquetes wireshark [Wir20] de la comunicación
del protocolo CoAP DTLS. El consumidor realiza un handshake DTLS (en negrita) para
establecer un canal seguro. La red consiste en 17 nodos con cuatro colectores de datos
(ver Figura 6.12a). Los dispositivos wifi utilizan una unidad de transmisión máxima de
1500 bytes, lo que permite la asignación sin fragmentación innecesaria de paquetes: 1492
bytes para el mensaje CoAP (8 bytes son consumidos por el encabezamiento UDP) y 1364
bytes para la carga útil (datos de la aplicación, se supone que se reservan 128 bytes para
el encabezamiento y las posibles opciones de CoAP).

La longitud máxima del buffer para el encabezado y la carga útil DTLS FreeCoAP es
definida en 1152 bytes para el tamaño del mensaje y 1024 bytes para el tamaño de la carga
útil6. El mensaje CoAP correctamente encapsulado se integra dentro de un solo paquete
IP en un datagrama con la implementación de la ruta IPv4. Los tamaños de datagrama
IPv4 más conservadores son determinados por 576 bytes.

La figura 6.13a ilustra el RTT medido entre las dos plataformas Raspberry Pi conec-
tadas a través de wifi, y los protocolos de red empleados. La dirección IP no necesita ser
pública y la petición del consumidor encuentra la dirección del agregador antes de salir
del router. El consumidor y el agregador se conectan por wifi en entornos de tráfico de red
y la desviación estándar de latencia supera el 5% en todos los escenarios. CoAP/DTLS

6Se puede lograr un mayor rendimiento del servicio de streaming aumentando el tamaño máximo de la carga útil de los
mensajes por encima de los 1024 bytes predeterminados.
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Figura 6.14: Captura de comunicación entre el consumidor y el agregador con MQTT 3G.

Tabla 6.3: Recursos necesarios por protocolo para el consumidor/agregador en la red wifi.

Protocolo CPU (%) RAM (%) ROM (bytes) Tª (oC)
UDP 4.1/0.3 0.3/0.3 @13K/@13K 58.5/55.8

MQTT QoS0 4.3/0.3 0.3/0.3 @150K/@150K 58.7/55.8
MQTT QoS1 5/0.3 0.3/0.4 @150K/@150K 58.4/55.8
MQTT QoS2 4.1/0.5 0.4/0.4 @150K/@150K 58.5/55.3
MQTT TLS 2.1/5.4 0.4/0.3 @200K/@200K 58.5/55.3
CoAP DTLS 2.2/7.6 0.4/0.3 @74K/@58K 58.4/55.8

es más rápido (90 ms) que MQTT/TLS (160 ms), aunque DTLS es lento debido a los
métodos de criptografía de clave pública aplicados. Además, bajo redes congestionadas,
MQTT logra un RTT de 30 – 100 ms en cualquier nivel QoS, lo que constituye un rango
de retraso aceptable en un contexto no seguro.

La figura 6.13b muestra el RTT medido entre las dos plataformas Raspberry Pi co-
nectadas a través de 3G. Para ello, la comunicación se configura mediante un servidor
MQTT público utilizando HiveMQ, un broker que suele utilizarse para pruebas y depu-
ración [Hiv]. El broker agregador se conecta a internet con la red 3G a través del host
gateway.thebroker.com en el puerto 1883. El resultado obtenido muestra una mayor la-
tencia de comunicación (3535 ms) si se compara con la red wifi (60ms)7. Además, la
tecnología 3G consume más batería debido principalmente al empleo del módulo 3G/4G
LTE Base HAT Sixfab acoplado a la tarjeta Raspberry Pi. Concretamente, el consumo
sending data mode es 430 mA y IDLE Mode 2 mA en idle mode. La figura 6.14 muestra
una captura de la comunicación 3G entre plataformas a través de wwan0. Mientras que
con wifi se requieren 17 nodos, con 3G se han requerido al menos 40 nodos.

La tabla 6.3 presenta los recursos adicionales necesarios durante el proceso de comu-
7En wifi, las IP se encuandran en la misma red y que, a pesar del uso compartido de la red, que puede provocar mayor

tráfico, siempre se logra menor latencia que con la red 3G. Además, la tarjeta SIM Sixfab no soporta IP estática. Como
solución, las tarjetas se puede comunicar a través de un tercer punto (servidor).
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nicación en términos de uso del procesador y la memoria, y la temperatura del chip. Los
protocolos se han validado para un escenario de comunicación real de consumidor y agre-
gador en el caso de uso 1. La evaluación del impacto en términos de latencia, memoria
y consumo de CPU se ha llevado a cabo en dos plataformas Raspberry Pi y se ha cal-
culado el coste de la comunicación a través de los protocolos de red mencionados con la
herramienta de tiempo GNU/Linux.

6.5 Implementación de arquitectura de comunicación y de algo-
ritmos de aprendizaje automático

El protocolo CoAP DTLS está diseñado para dispositivos y redes con limitaciones (p.ej.,
baja potencia, baja velocidad de datos, o redes que utilizan IEEE802.11 o IEEE802.15.4).
La experimentación demuestra la viabilidad del marco de comunicación basado en DTLS.
Su handshake es un reto debido a la criptografía de clave pública involucrada que implica
mayor latencia para el proceso. El protocolo DTLS para la comunicación segura es una
solución viable para el desafío de la comunicación entre el consumidor y el agregador bajo
la red wifi. Sin embargo, dado que MQTT es capaz de cumplir especificaciones de tiempo,
también se debe tener en cuenta su madurez y configuración en este entorno. Bajo redes
congestionadas wifi, MQTT logra un RTT de 30 a 100 ms en el nivel QoS 0, QoS 1 o
QoS 2, que es un rango de retardo aceptable en un contexto en el que no se exige un
cifrado de seguridad. Por lo tanto, el protocolo MQTT también es adecuado con la red
wifi, especialmente para los casos de uso 1 y 2, ya que la situación contigua del agregador
en el hogar o en las proximidades del consumidor hace que la distancia de transmisión no
sea elevada.

La conexión wifi puede llegar a ser menos costosa que 3G puesto que no se realiza el
pago por kBytes transmitidos. Además, 3G requiere un coste adicional por mantenimiento
de cada tarjeta SIM IoT activada. No obstante, con 3G es posible acceder mediante línea
de comandos a todos los dispositivos y comprobar el estado de la conexión con el navegador
desde cualquier lugar sin importar la distancia. Esta característica hace de la tecnología
3G la opción más apropiada en el caso de uso 3, que comprende una arquitectura con el
agregador situado a una distancia considerable del edificio residencial.

El proveedor de internet 3G sixfab proporciona direcciones IP privadas para el home
controller y el agregador (IP a través de un router red NAT). Con esta configuración IP
se ha establecido la comunicación entre el agregador, el consumidor y un servidor MQTT
externo. Por este motivo, se obtiene una latencia aproximada de 3000 ms según la calidad
del mensaje, que hace de 3G MQTT, una configuración aceptable para este caso de uso.

Los resultados se han comparado con las simulaciones de otros estudios [HSRR18,
LRS18] y se analizan las bibliotecas de MQTT [DC19] y CoAP [IUOU17, KSH+13] sobre
plataformas altamente restringidas. Estos estudios concluyen que ciertas implementacio-
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Tabla 6.4: Comparación de la precisión y tiempo de ejecución obtenida en la simulación y la
implementación en la plataforma Raspberry Pi 4.

Técnicas de aprendizaje
automático en agregador

Precisión
(R∧2 para regresión)

Tiempo de
ejecución (ms)

Raspberry Pi 4 Simulación Raspberry Pi 4 Simulación
Algoritmos de clasificación automática supervisados

KNN 0,96 0,93 19,20 8,20
LDA 0,90 0,92 11,90 5,20

Lógica difusa 0,79 0,80 250 134,2
Lógica difusa PSO 0,90 0,89 39340 26300

Algoritmos de clasificación automática no supervisados
PCA 0,87 0,88 9,11 3,90

k – means dist: 0,29 dist: 0,29 7281 3518
k – prototypes cost:20,5 cost:20,5 4980 3549

HC 1 1 11,29 2,32
Algoritmos de regresión en el modelo de demanda agregada

LR 0,93 0,93 129,21 21,45
RF 0,94 0,92 170,5 36,0
SVR 0,64 0,71 93,32 9,10

nes son interoperables y más rápidas, logrando la confidencialidad e integridad de los
mensajes, así como la autenticación y la resolución de problemas de disponibilidad. Para
el caso de la tecnología 3G, se recomienda MQTT como protocolo de comunicación para
la aplicación de redes de sensores inalámbricos, que transmite los datos aproximadamente
en un segundo [SAF+18]. Este tiempo depende de la capacidad de descarga y carga de
cada proveedor de red (redes AXIS 3G (descarga = 0,65 kbps; subida = 0,2 kbps).

La tabla 6.4 muestra los resultados de precisión y tiempo de ejecución obtenidos al
aplicar diferentes técnicas de aprendizaje automático en la plataforma Raspberry Pi del
agregador y su comparación con las simulaciones previas obtenidas en el Capítulo 5. En
términos generales, los resultados de precisión se asemejan en ambos entornos de traba-
jo. Sin embargo, el tiempo de ejecución es ampliamente superior en la implementación
hardware debido principalmente a las limitaciones de procesado. Las librerías y paquetes
necesarios para su ejecución operan perfectamente en la Raspberry Pi, lo que confirma su
correcto funcionamiento en el agregador en unos tiempos de ejecución aceptables tanto
para la clasificación automática (9,11 ms en PCA) como para la regresión agregada (93,32
ms en SVR).

Si se comparan los resultados obtenidos con otros trabajos, se obtienen valores similares
en la precisión. Por ejemplo, [RSS+21] implementa en la Raspberry pi técnicas orientadas
a la previsión de demanda en el hogar con excelentes resultados para KNN (96,81%), SVR
(98,51%) y RF (73,25%). Por otro lado, [IM20] obtiene unos valores similares con SVR
(81%) y RF (94%). A su vez, [VDS19] basa sus conclusiones en la plataforma Raspberry
Pi para la predicción de tiempo con resultados cercanos al 90%. Estos resultados son
acordes a los obtenidos en esta tesis.
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Figura 6.15: Esquema de los posibles ataques al montaje experimental consumidor – agregador.

6.6 Análisis de seguridad del planificador

Uno de las principales problemas de seguridad y privacidad en IoT se debe a una inade-
cuada configuración en la arquitectura de comunicación. Por defecto, los protocolos IoT
permiten a cualquier usuario suscribirse fácilmente al agregador sin ninguna autentica-
ción. Por ejemplo, si un atacante accede al agregador puede tener conocimiento y control
de todos los mensajes que se reciben y se envían, y por consiguiente, alterar, por ejemplo,
la reasignación de demanda prevista. Por este motivo, es indispensable que el usuario
proteja su información sensible y privada de un acceso no autorizado.

Con respecto a la arquitectura de red, se consideran las capacidades básicas de seguri-
dad deseadas para los entornos IoT, tales como: 1) la privacidad de los datos transmitidos
(p.ej., mediante el uso de protocolos criptográficos); 2) la integridad de los datos para
garantizar que no se modifican durante el tránsito; y 3) la autenticación entre las partes
finales (p.ej., mediante el uso de protocolos de autenticación).

Se realiza un montaje experimental entre el agregador – consumidor para comprobar
la robustez de la comunicación. El principal objetivo es la definición de una óptima confi-
guración de seguridad con el protocolo MQTT via wifi (ver Figura 6.15). En este sentido,
se examinan 9 posibles escenarios de ataque y formas de comportamiento malicioso que
se pueden producir durante la interacción de acuerdo con tres tipos de configuración: 1)
identificación a través de autenticación por contraseña o certificado; 2) conexión TCP; y
3) TCP/TLS. El conjunto de ataques se realizan con una computadora como medio ata-
cante y con tiempos de escucha de 60 s mediante el uso de herramientas como MQTTSA
[PPR+19] o fuzz testing (fuzzing). Los experimentos se resumen de la siguiente forma:
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Tabla 6.5: Resultados del análisis de seguridad bajo MQTT vía wifi según el tipo de configuración
empleada en el ataque. Notación: !: satisfactorio; x: no satisfactorio; –: no requerido

Setup Resultados

Casos Protocolo
Comunicación

Tamaño mensaje
(kbytes)

Menasje
ataque
(kbytes)

Agregador
Autenticación

Ataque
sniffing

Manipulación
dato

Ataque
fuerza
bruta

DoS Overhead
(%)

Riesgo
general

A TCP 1216 916 No – x – ! 2111 ALTO
B TCP 3232 980 Contraseña ! ! ! ! 83 ALTO
C TCP 1354 1044 No – x – ! 681 ALTO
D TCP 1400 1110 Contraseña ! ! ! ! 13 ALTO
E TCP 1424 1154 No – x – ! 657 ALTO
F TCP 1441 1168 Contraseña ! ! ! ! 0 ALTO
G TCP/TLS 3950 3170 No – x – ! 0 BAJO
H TCP/TLS 4050 3220 Contraseña x ! ! ! 71 BAJO
I TCP/TLS 4542 4353 Certificados x x x x 0 BAJO

1. Comunicación IoT MQTT con configuraciones en la calidad del servicio (QoS). El
agregador escucha en el puerto 1883 y soporta el mecanismo de autenticación o autoriza-
ción, que puede ser desactivado (casos A, C y E), o habilitado (casos B, D y F).

2. El dispositivo IoT comunica las preferencias de demanda mediante el protocolo
MQTT sobre TLS con intercambio de claves ECC (Elliptical Curve Cryptography). La
reanudación permite a los clientes emplear una conexión TLS, ya negociada cuando se
conectan de nuevo al agregador para evitar sobrecarga (casos G y H). También se realiza
la implementación con el empleo de certificación (caso I).

A nivel de aplicación, el protocolo empleado proporciona un mecanismo para que el
consumidor se autentique mediante un nombre de usuario y contraseña. De este modo, el
agregador se puede configurar para no permitir aquellas conexiones anónimas y mantiene
una lista de contraseñas que remite cuando los consumidores se intentan conectar8. La
tabla 6.5 presenta los resultados de ataque según el protocolo y la autenticación del
agregador. Se detalla el tamaño del mensaje de comunicación y del ataque, así como el tipo
de ataque realizado y si este se ha realizado con éxito. Los resultados permiten identificar
el nivel de riesgo que conlleva el uso de determinadas configuraciones de seguridad. Los
protocolos TCP sin cifrar (casos A, B, C, D, E, F) tienen un riego potencial elevado.
Todos los ataques son realizados con exito si no hay una autenticación mediante password
del agregador. El protocolo TCP/TLS presenta un riesgo general bajo, especialmente si
la autenticación se realiza con certificado.

A continuación, se exponen los tipos de ataque realizados y los resultados obtenidos:

1. Ataques de escucha. En esta prueba el atacante intenta interceptar paquetes, buscar
credenciales (ID de cliente, nombres de usuario o contraseñas) y trata de conectarse
al agregador en el caso de encontrar estas credenciales. El atacante intercepta con
éxito todos los mensajes pertenecientes a 48 temas, 0 de ellos no SYS (System Confi-
guration) en los casos de ausencia de mecanismo de autorización. Por el contrario, el

8Un nombre de usuario y una contraseña se incorpora en el paquete de conexión MQTT para autorizar y enviar datos
al consumidor. El nombre de usuario es una cadena codificada en UTF – 8 (8 – bit Unicode Transformation Format) es un
formato de codificación de caracteres Unicode e ISO 10646 que utiliza símbolos de longitud variable y la contraseña es un
dato en código binario con 65535 bytes de máximo. Sólo es posible enviar una vez un nombre de usuario sin contraseña.
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agregador logra bloquear todas conexiones anónimas mediante mecanismos de auten-
ticación. Cuando se implementa DTLS/TLS9, un atacante no escucha los mensajes
transmitidos durante la comunicación. Asimismo, se evitan los ataques de respuesta
a los mensajes ya que el atacante no podrá reproducir la sesión con la información
intercambiada previamente.

2. Ataques de modificación de mensajes. Para esta prueba se realiza un ataque de
inserción de mensajes. En este caso, el atacante trata de elaborar paquetes (por
medio de los datos mal formados) para plantear algunos errores en el agregador que
afecten al rendimiento de la plataforma Raspberry Pi. Este ataque se realiza, por
ejemplo, mediante peticiones para agotar recursos y comprobar si se crea un retraso
en la comunicación. Los resultados muestran una sobrecarga mayor en los protocolos
que no son TLS (2111% en el caso A).

El atacante puede modificar algunos mensajes con la esperanza de alterar los datos
de la aplicación enviados por los consumidores al agregador, o viceversa. Un canal
seguro establecido entre ambas partes impide que surja esta situación. No obstante, se
detecta una autenticación incorrecta del mensaje durante la verificación DTLS/TLS.
En el ataque también se intenta enviar un mensaje a cada tema que el atacante pudo
interceptar. El atacante lo explota pretendiendo ser un home controller, por ejemplo,
enviando preferencias manipuladas al agregador. En esta prueba el atacante intenta
generar e insertar mensajes falsos en el canal, y escribe en 45 temas, de los cuales
0 no son SYS. Un atacante puede borrar algunos de los mensajes intercambiados si
tiene suficiente control sobre la infraestructura de la red.

3. Ataques de imitación. Los mensajes intercambiados entre pares de confianza están a
salvo de la suplantación de identidad si están cifrados por claves públicas autentica-
das. Por lo tanto, el atacante no puede generar una autenticación correcta.

4. Ataques contra el proceso de autenticación de clave pública. Las Chiper suites
DTLS/TLS negociadas entre el agregador y los consumidores incluyen intercam-
bio de las claves asimétricas (ECDH, Elliptic Curve Diffie Hellman) empleadas para
el descifrado de la clave simétrica (en este caso, la clave AES (Advanced Encryption
Standard) de 128 bits) que cifra la transmisión de datos en un modo de operación co-
nocido como GCM (Galois Counter Mode); para lograrlo, se aplica el diseño de Mac
– then – Encrypt para autenticar el intercambio de claves ECDSA (Elliptic Curve
Digital Signature Algorithm) que evita algunos ataques.

5. Garantía de la integridad de los datos. La función de hash no puede ser manipulada.
Se detecta cualquier modificación en los mensajes DTLS/TLS.

6. Spoofing de ID. El llamado IP spoofing es una técnica en la que se envían paquetes
de datos TCP/IP o UDP/IP con una dirección de remitente falsa. TLS/DTLS añade

9Permiten a las partes autenticarse mutuamente y establecer una clave de sesión donde codifica toda la comunicación.
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1: init deviation,HCo, HMc
2: for iappliance 1 to Ai size do
3: Set tbeg
4: Set tend basasda on L and tbeg
5: for ihour time al número total de horas do
6: if ihour belongs to interval [tbeg, tend] then
7: HCc(ih)← HCo(i) +Ai(vDi)
8: else
9: HMc(ih)← HMc(ih) +Ai(fDi)
10: end if
11: end for
12: end for
13: Threshold =max(HCo) – min(HCo);
14: if (Threshold >desviación) then
15: Notificación consumidor
16: else if (threshold <0)||(max<0)||(min<0)) then
17: Notificación de error
18: end if

Algoritmo 6.1: Entrada de preferencias del agregador.

una cookie enviada por el servidor como protección contra Spoofing. Este mecanismo
obliga al atacante/cliente a poder recibir la cookie.

7. Ataques de fuerza bruta. En esta prueba experimental, el atacante refuerza la auten-
ticación basada en la contraseña con la creación de una lista de palabras. El atacante
intenta adivinar credenciales válidas por la autenticación del ataque de fuerza bruta.
Se encuentra una contraseña para autenticar en una configuración sin certificación.
Una vez obtenido un conjunto de credenciales, el atacante ha conseguido conectar-
se, leer y publicar sobre los temas disponibles, y realizar el ataque de datos mal
formados. Para evitar el descifrado de contraseñas, éstas y las cuentas de usuario
predeterminadas deberán estar desactivadas. Adicionalmente, el protocolo de comu-
nicaciones seguras (SSH, Secure Shell) debe asegurarse permitiendo el acceso sólo de
máquinas con claves SSH autorizadas.

8. Ataques de negación de servicio. El intercambio de cookies sin estado de TLS es
también una protección contra posibles ataques de denegación de servicio (DoS,
Denial of Service). Este mecanismo, sin embargo, no proporciona ninguna defensa
contra los ataques DoS desde direcciones IP válidas.

Otros ataques trataron de limitar la disponibilidad del servicio agregador saturando el
número de conexiones del home controller : se intentó conectar con 10 consumidores,
cada uno de los cuales publicó un mensaje de 10 Mbytes. Todos los consumidores se
pudieron conectar variando la sobrecarga en el tiempo de publicación causada por
los pesados mensajes de prueba. No se determinó si un consumidor existente estaba
desconectado.

9. Falta de cooperación. Un consumidor no cooperativo puede mostrar un compor-
tamiento malicioso desviándose individualmente de las reglas del planificador, por
ejemplo, enviando un horario incorrecto. El agregador tiene la capacidad de detectar
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estos datos de consumo incoherentes y eliminarlos de la programación. El algoritmo
calcula la demanda fija de cada aparato, comprueba un error en la configuración de
las preferencias de cada participante y es el encargado de notificar al consumidor un
error de preferencias (p.ej., un fallo en la recepción del vector de preferencias, una
configuración incorrecta, o un consumo excesivo, que se basa en un umbral estable-
cido) (ver Algoritmo 6.1).

10. Consideraciones adicionales en la configuración. En el montaje experimental se ha
limitado el número de consumidores a 100 y la dimensión del paquete a 100 Kbytes
Los mensajes intercambiados entre pares de confianza están a salvo de la suplantación
de identidad ya que los mensajes están cifrados por claves públicas autenticadas y
el atacante no genera el cifrado correcto. Ninguno de los ataques ha tenido éxito
a menos que el agregador haya sido atacado con un certificado de cliente válido: se
apoya esta característica para probar la configuración del agregador contra atacantes
internos (comprobando la robustez del servicio IoT frente a datos mal formados o
ataques DoS). Este resultado sugiere implementar la autenticación a través de TLS
con certificado (X.509, un estándar para infraestructuras de claves públicas).

Los ataques contra el proceso de autenticación de clave pública se realizan con cipher
suite TLS negociadas entre el agregador y los consumidores, que incluyen intercambio
de claves asimétricas ECDH utilizadas para el descifrado de la clave simétrica (en
este caso, la clave AES 128 bits). El sistema codifica la transmisión de datos en un
modo de operación eficiente conocido como GCM, ECDSA utilizado para autenticar
el mencionado intercambio de claves, y la función hash negociada SHA256.

6.7 Conclusiones

En este capítulo se ha presentado el montaje experimental del planificador y se han
descrito las decisiones tomadas sobre la arquitectura de la red, los aparatos inteligentes y
las plataformas hardware empleadas en diferentes versiones de Raspberry Pi.

Para validar la viabilidad del agregador, el algoritmo se ha ejecutado en cinco plata-
formas hardware (un computador, plataformas Raspberry Pi 4, 3B+, 3B y una tarjeta
electrónica Arduino Mega). Los experimentos realizados presentan resultados factibles te-
niendo en cuenta el número de consumidores, siendo la plataforma Raspberry Pi 4 una
opción eficiente y ligera. El agregador requiere menos de 2 s para programar consumidores
con 4 aparatos.

Se ha evaluado la comunicación bajo una serie de protocolos de red y se han imple-
mentado técnicas de aprendizaje automático. La robustez de la comunicación y el riesgo
ha sido comprobada a través de ensayos para evaluar la seguridad en configuraciones del
agregador bajo el protocolo MQTT. La autenticación con el protocolo TCP/TLS ofrece
el riesgo más bajo frente a ataques de seguridad en el agregador. La experimentación
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demuestra que CoAP – DTLS requiere un tiempo adicional si se compara con MQTT.
Por ejemplo, las aplicaciones que se ejecutan sobre enlaces wifi UDP en las plataformas
Raspberry Pi 4 son rápidas, pero inseguras. CoAP (con DTLS) muestra que el cifrado
de datos, la gestión automática de claves y la protección de la integridad, así como la
autenticación, presentan recursos necesarios aceptables en wifi (aprox. 200 ms) y latencia
más elevadas en 3G (aprox. 3000 ms).

La implementación MQTT via wifi se considera como una opción recomendable, pe-
ro se modifica a la tecnología 3G si la situación del agregador está alejada del núcleo
residencial (ver caso de uso 3 en la sección 6.2). También se han implementado las técni-
cas de aprendizaje automático que se han desarrollado en el Capítulo 5 en la plataforma
Raspberry Pi 4 del agregador. Todas las técnicas alcanzan un grado de precisión excelente
tanto para la clasificación como para la predicción.

También ha sido objeto de estudio la seguridad de la comunicación y se ha determinado
que cumple con las propiedades de seguridad pertinentes: disponibilidad, confidencialidad
e integridad. Para logarlo, se han llevado a cabo pruebas experimentales de seguridad a
través de ataques en diferentes configuraciones del agregador – consumidor. Los resultados
muestran que se pueden interceptar mensajes y clasificar datos interceptados con una
configuración de seguridad inadecuada. Se realizaron ataques DoS, pero sin posibilidad de
desconectar el home controller. La prueba de datos mal formados permitió que las pruebas
utilizaran valores sin restricciones al publicar los mensajes. Estos resultados confirman la
necesidad de modificar la configuración de seguridad por defecto, ya que cualquier atacante
puede suscribirse y publicar un tema. Esto, combinado con la posibilidad de enviar datos
mal formados, permite a los atacantes provocar errores y caídas en el servicio IoT. Los
resultados ponen de relieve la posibilidad de asegurar el montaje experimental con MQTT
activando mecanismos de seguridad con el uso de certificación.





Capítulo 7

Conclusiones

Este último capítulo recoge los principales resultados de la tesis. La sección 7.1 comprueba
los objetivos planteados inicialmente. La sección 7.2 resume las principales conclusiones
y contribuciones logradas. La sección 7.3 muestra las principales limitaciones y presenta
la posible línea de investigación futura que se deriva del trabajo. Por último, la sección
7.4 detalla las publicaciones relacionadas con la tesis, desglosándolas entre transferencia
del conocimiento, publicaciones en revistas internacionales, en congresos internacionales,
y proyectos de investigación en los que se ha participado.

7.1 Comprobación de los objetivos planteados

Esta tesis trata de dar respuesta a nuevos desafíos relacionados con la falta de recursos
energéticos, la escasez de eficiencia y de sostenibilidad energética que se gestiona indivi-
dualmente, el aumento del precio de la energía y el escaso desarrollo sostenible en materia
energética. Al comienzo de esta tesis se planteaba como objetivo general promover una
transformación de la cadena de valor del sistema energético. Para ello, se hacía impres-
cindible establecer una cooperación entre las comunidades residenciales. A la vista de los
resultados obtenidos, podemos afirmar que este objetivo general se ha cumplido en su
totalidad a falta de una validación en una comunidad residencial, objetivo que se pre-
tende lograr a través del proyecto ENEFF – PILOT. Se propone una solución de gestión
energética mediante recursos de control, agregación, técnicas de optimización, clasifica-
ción y regresión, teniendo en cuenta las necesidades de demanda en los hogares, al mismo
tiempo que se introduce la participación humana como motor del sistema de gestión. A
continuación se da una respuesta resumida a los principales objetivos específicos (OEx)
formulados en esta tesis:

OE1. Promover un cambio en la actitud del consumidor en sus hábitos de
consumo energético. Este trabajo ha puesto un especial énfasis en el desarrollo de un
proyecto energético comunitario basado en la cooperación como medio principal. Con el
diseño del planificador de demanda, es posible que los consumidores cooperen con fines
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globales participando activamente en la gestión energética. Esto se materializa en un
entorno donde los hogares residenciales son actores activos en el mercado energético.

OE2. Diseñar sistemas de gestión de DR enfocados al control y la reasig-
nación de demanda para aumentar la eficiencia energética. Se puede decir que
se ha alcanzado este objetivo propuesto, pues, en los Capítulos 3 y 4, se ha diseñado y
validado un sistema de agregación que contribuye a una mejora de la eficiencia reduciendo
los picos de demanda en una comunidad. De entre las iniciativas “verdes” planteadas en
este trabajo, el desarrollo del modelo cooperativo educa a los consumidores con respecto
a los problemas medioambientales existentes y aquellos que pueden resolverse.

OE3. Integrar la energía renovable en los procesos de gestión. Este objetivo
se ha alcanzado a través de la integración del proveedor de servicios en la planificación
de demanda, puesto que es el encargado de enviar el suministro renovable diariamente.
El proveedor de servicios se comprometerá de forma proactiva como actor del sistema
propuesto, que muestra una gran flexibilidad en casos donde se disminuyen los picos de
consumo y se aumentan los recursos de energía renovable.

OE4. Facilitar y contribuir a una posible reglamentación de la agregación
de demanda en el marco energético. Sin duda, este es un objetivo marcado con
un claro componente social, ya que se pretende dar una mayor visibilidad a los recursos
que favorezcan la eficiencia con el fin de promover una reglamentación acorde a las nuevas
necesidades de la sociedad. Es por ello que el trabajo realizado, en nuestra opinión, contri-
buye a los estudios ya iniciados en esta materia y que aportan resultados optimistas para
una mayor integración del agregador en la reglamentación de los mercados energéticos.

OE5. Desarrollar aplicaciones experimentales de gestión de demanda. Se
ha podido observar que el planificador ha hecho posible un equilibrio entre el consumo
y la provisión de energía renovable. Esto se ha materializado a través de la aplicación
experimental que ofrece una evaluación del algoritmo desde una perspectiva tecnológica
según se muestra en el Capítulo 6. Se ha observado que el agregador tiene el potencial
de desempeñar un papel clave en la comunicación y la reasignación de demanda en una
plataforma hardware de bajo coste que beneficia a los consumidores.

OE6. Establecer y desarrollar reglas e instrumentos de gestión e intercam-
bio de datos para que los sistemas de gestión garanticen la privacidad de los
consumidores. El tema de la privacidad es de suma importancia cuando se trabaja en
entornos residenciales. Por ello, se han desarrollado diferentes configuraciones sobre la
seguridad de la red y se ha validado la robustez de la arquitectura en un montaje ex-
perimental. La seguridad empleada en los enlaces de comunicación entre el agregador y
los home controller con una configuración mediante el protocolo de comunicación MQTT
TCP/TLS muestra un sistema robusto frente a una gran variedad de ataques de seguridad.

OE7. Crear servicios que proporcionen un mejor uso de los datos para el
establecimiento de patrones de consumo como pautas de comportamiento en
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la comunidad. Se ha demostrado que existe una relación significativa entre la respuesta
de un hogar y sus preferencias de consumo, por lo que se han aplicado varias técnicas
de aprendizaje automático en busca de la validación de ciertos comportamientos. Los
resultados ponen de manifiesto que los hogares que son flexibles en sus preferencias de
consumo responden a la reasignación de demanda mejor que la media, pero necesitan más
recursos de agregación. Las pautas de comportamiento agregado han permitido establecer
modelos por grupos de similitud con una gran precisión en la predicción. Además, los
resultados obtenidos en el modelo de agregación semidescentralizado cuestionan el nivel
de compromiso de los consumidores con el plan de eficiencia y de sostenibilidad. Esto es
debido a una mayor conciencia de la privacidad en este modelo por la lógica de agregación,
que se ejecuta individualmente.

7.2 Resumen de las contribuciones

A lo largo de esta tesis se ha llevado a cabo un exhaustivo análisis del estado de la cuestión
sobre la gestión de demanda energética (Capítulo 2). A pesar de la extensa literatura, son
muy pocos los ejemplos puestos en práctica que están enfocados en la gestión activa
de demanda residencial, salvo algunas excepciones. Por ejemplo, Voltalis [Vol19] da a
conocer el potencial de la gestión de demanda y propone una solución innovadora al
nuevo paradigma al que se enfrentan los operadores de la red y el proveedor de servicios.
Más de 100.000 personas han confiado en este proyecto y han elegido ser más activos en su
eficiencia energética participando en un programa de respuesta a la demanda residencial.
Otro proyecto interesante se propone con Bambooenergy [Bam], que en el año 2021 ha
desarrollado un programa para garantizar la entrada de los minoristas al mercado de la
flexibilidad energética.

Tanto la demanda activa como la respuesta controlada llevan a toda la cadena de
actores del mercado energético a un impacto ambiental positivo. Las barreras para la
implementación a gran escala del planificador de demanda agregada han sido identificadas
como la falta de un marco regulador y los conflictos de intereses que aparecen entre
los diferentes actores involucrados: consumidores y proveedores de servicios. Más allá de
los requisitos técnicos, geográficos y económicos para la aplicación del planificador, el
verdadero parámetro clave es la participación del usuario final. Sin una clara aceptación
e implicación del consumidor, los sistemas de gestión de demanda no serán eficientes.
El estado de la cuestión también ha permitido conocer a identificar las necesidades y
requerimientos de un sistema de DR para su aceptación. A continuación, se presentan las
contribuciones, así como los resultados a lo largo de los capítulos 3, 4, 5 y 6.

Este trabajo se une al reto global de concebir nuevos servicios e infraestructuras de
energía sostenible que logren un equilibrio entre generación y consumo de energía. Para
ello, y como primera contribución de tesis, se ha presentado el diseño de un planificador
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de demanda y así promover un cambio en la actitud del consumidor (Capítulo 3). La se-
gunda contribución ofrece una solución al objetivo global de sostenibilidad compartiendo
la energía en una infraestructura que balancea producción y demanda con recursos pro-
cedentes de energía renovable. La investigación se ha centrado en el desarrollo de técnicas
de optimización que pueden ser escalables y se basan en técnicas heurísticas mediante la
gestión activa de demanda. En cuanto al sistema de energía inteligente, se han propues-
to dos marcos de intercambio de energía (centralizado y semidescentralizado), donde los
hogares aprovechan la variabilidad de su demanda para mejorar la utilización de energía
renovable. Se han considerado todos los escenarios de simulación posibles en términos de
la gestión de energía, y se han evaluado las reducciones de la relación pico a promedio
sujeto a limitaciones de demanda y consumo variable. La demanda máxima y la diferencia
entre el valle y el pico de un perfil de demanda residencial se reduce sin traer incomodidad
a los participantes para una comunidad con preferencias de consumo flexibles. El tiempo
de reasignación necesario se ve influido por el número de aparatos participantes en el
diseño, y en menor medida, por los comportamientos de los consumidores en cuanto a la
flexibilidad de sus preferencias.

Aunque las simulaciones parecen mostrar resultados positivos, existen barreras que un
agregador tiene que superar. La medición de los niveles deseados de compromiso de los
consumidores en los sistemas de agregación está todavía en etapas de demostración y
evaluación. Por este motivo, la tercera contribución presenta una metodología de valida-
ción del planificador (Capítulo 4) que analiza el rendimiento del agregador en términos
de reasignación de demanda y de tiempo requerido. Se trata de un punto de partida para
comprender los recursos que proporciona la agregación y su aceptación en una comunidad.
Se analizan las características de demanda, el comportamiento de los parámetros y de ca-
da tipo de consumidor que participa en la programación agregada. Los comportamientos
de consumo tienen un impacto en la reasignación. Por ejemplo, una enorme flexibilidad en
las preferencias de demanda proporciona una eficiente y óptima reasignación de recursos,
parámetro que reafirma la voluntad de los consumidores en la aceptación de servicios de
DR.

La cuarta contribución ofrece un análisis profundo del comportamiento de los consumi-
dores en un marco de agregación (Capítulo 5). Se extraen los factores relevantes y patrones
comunitarios de hábitos de consumo, garantizando así la disponibilidad de recursos renova-
bles y la estimación necesaria para el proveedor de servicios. Se han identificado escenarios
representados por tipos de comunidades de consumidores en función de la flexibilidad o
rigidez de demanda. La metodología empleada para validar los patrones de comporta-
miento se ha centrado en el desarrollo de técnicas de aprendizaje automático mediante
datos recogidos de Living Labs. La flexibilidad no suele estar explícitamente disponible o
proporcionada por un usuario, pero puede ser analizada y extraída automáticamente del
historial de datos de consumo. De esta experimentación surgen las limitaciones actuales
dentro de los conjuntos de datos existentes y su potencial para el análisis de la flexibilidad.
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Por un lado, la extracción de patrones mediante técnicas de aprendizaje automático ha
ayudado a validar las tendencias del comportamiento obtenidos. Las técnicas no super-
visadas como k – means, k – prototypes o HC y supervisadas como KNN, LDA o lógica
difusa han permitido realizar una clasificación de consumo por grupos de similitud. Ade-
más, las provisiones de energía renovable se ven influenciadas por los requerimientos de
la empresa de servicios públicos, donde factores la disponibilidad de suministro juega un
papel importante. Se han realizado diferentes tipos de agrupaciones en los hogares utili-
zando el consumo de datos reales. Se han analizado los datos históricos de consumo de
energía residencial, lo que ha ayudado a pronosticar el consumo a nivel individual y agre-
gado. El análisis revela interesantes patrones y periodicidades que se ven influenciados por
diferentes tipos de agregación. Los resultados de las simulaciones demuestran claramente
los beneficios que se derivan del uso de cooperativas de participantes en la previsión.

La quinta contribución presenta una propuesta de validación del planificador en un
montaje experimental formado por hasta tres hogares y un agregador (Capítulo 6). La
implementación del planificador ha permitido reducir los picos de consumo en un sistema
que integra el uso de fuentes renovables. Los principales resultados han servido para
seleccionar las plataformas hardware idóneas para el agregador y el home controller. Se
han abordado desafíos relacionados con el sistema de comunicación y de seguridad de la
arquitectura. Dependiendo de la situación del agregador en el planificador de demanda, se
realiza una discusión sobre la arquitectura y el protocolo de comunicación más adecuado.
La implementación de técnicas de aprendizaje automático en la plataforma raspberry Pi
del agregador ha hecho posible validar los patrones de comportamiento en un entorno
real del planificador. Por último, tras la realización de una serie de ataques al sistema se
ha llegado a la conclusión de que la seguridad de los enlaces de comunicación requiere
de una configuración adecuada mediante una certificación y un protocolo adecuado de
comunicación, que se logra mediante TCP/TLS.

Las contribuciones propuestas se han publicado o presentado en varias conferencias
nacionales e internacionales y revistas indexadas. La tabla 7.1 ofrece la relación entre las
contribuciones y las publicaciones1.

7.3 Limitaciones del trabajo y futura investigación

Como todo trabajo de investigación, no se pueden obviar las limitaciones que han apareci-
do en el desarrollo de esta tesis y que habrá que tener en cuenta para futuros trabajos. En
este sentido, somos conscientes de la dificultad de extraer información sobre la flexibilidad
del consumidor en un conjunto de datos de consumo, y concretamente del dataset NREL.
Esto se debe a la falta de valores de consumo desagregados que nos permitirían obtener
información sobre las preferencias de demanda de cada hogar. Es cierto que con el dataset

1Las referencias de la tabla 7.1 remiten a la lista de publicaciones que figura en la sección 7.4.
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Tabla 7.1: Comparación entre las contribuciones de tesis y las publicaciones.

Contribuciones Publicaciones
C1. Diseño de un

planificador de demanda
cooperativo.

[PCBG19], [CPBG19]

C2. Aprovechamiento de
recursos renovables.

C3. Validación de un sistema
de agregación de demanda. [CPBG20]

C4. Establecimiento y validación de
patrones de comportamiento energético

de un grupo de consumidores.
[PCBG20], [UAH21]

C5. Desarrollo experimental
de un planificador de demanda. [CPBA21]

UKDALE empleado para extraer las preferencias de consumo de aparatos es posible des-
agregar la demanda dentro del hogar, pero la limitación en el número de hogares (cinco)
hace imposible realizar con garantías un análisis de comportamiento. Además, no se ha
abordado un estudio que compare la estabilidad de coaliciones formadas por prosumidores
que almacenan y generan energía renovable con las coaliciones formadas por consumido-
res. La principal razón ha sido la falta de disponibilidad de datos reales de generación
renovable en los diferentes hogares. Esta información haría posible un estudio exhaustivo
para la incorporación de coaliciones de prosumidores en el sistema de demanda agregada.
No obstante, se han llevado a cabo dos análisis para cubrir estas limitaciones: 1) los datos
de consumo se han configurado sobre diferentes hipótesis de preferencias de flexibilidad
y suministro renovable para experimentar en el algoritmo de agregación; y 2) realización
de un estudio del comportamiento del prosumidor en la agregación de demanda mediante
datos de generación PV típica en un hogar.

Además, se ha mencionado brevemente que los factores sociales obstaculizan la plena
funcionalidad y el despliegue a gran escala del sistema de DR agregada. Por ejemplo, en
una arquitectura que agrega la flexibilidad de demanda, incluyendo herramientas especí-
ficas para incentivar a los participantes para que sean sostenibles y “verdes”, los agentes
que representan pequeñas residencias no tienen necesariamente por qué confiar los unos
en los otros. Esto pondría de manifiesto la existencia de diferentes tipos de consumidores,
por ejemplo, los que son más económicos, otros más sensibles al medio ambiente, partici-
pativos, etc. El comportamiento egoísta puede llegar a ser una acción a tener en cuenta
en la aceptación de sistemas de cooperación de energía por lo que es necesario un estudio
profundo en cuanto al establecimiento de niveles de aceptación de los sistemas agregados.

Con el objetivo de solventar estas limitaciones y especificar una futura línea de trabajo,
se plantean las siguientes propuestas. En primer lugar, el trabajo de la tesis concentra su
mayor parte en la fase de investigación. La búsqueda natural sería llevar a cabo el desarro-
llo de la implementación en un entorno real y dinámico de participación del planificador
de demanda. El objetivo futuro de este trabajo no sería crear un negocio rentable, sino
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más bien poner en práctica las conclusiones técnicas de este trabajo de investigación. Una
implementación real podría ayudar a comprender en profundidad las complejas interco-
nexiones entre el agregador y los actores del mercado energético. Daría una información
cuantitativa de demanda activa. Esta también sería la ocasión para desarrollar y analizar
qué sinergias existen entre un agregador y el resto de los actores en un entorno real. Los
experimentos realizados en esta tesis no son concluyentes, ya que son en gran medida
simulaciones y sólo dan una idea de lo complejo que sería el sistema en un entorno real
para hacer frente a tantas incertidumbres.

En segundo lugar, aunque las herramientas de aprendizaje automático se han desarro-
llado e implementado en una plataforma hardware, principalmente para validar patrones
de comportamiento, estos modelos deben definirse y entrenarse automáticamente si los
agregadores quieren ofrecer recursos de segmentación y reconocimiento de patrones. Ade-
más, la creación de perfiles de preferencias de consumo de forma automática permitiría
al consumidor gestionar diariamente sus preferencias. Para ello, un estudio futuro sería el
desarrollo de técnicas de aprendizaje deep reinforcement. Habida cuenta de que el trabajo
sobre la predicción sólo se ha centrado en los datos de demanda, los trabajos futuros
podrían combinar ambos tipos de datos (características relacionadas con el hogar y datos
de demanda), lo que podría dar lugar a una mayor precisión en la predicción del com-
portamiento de respuesta a la demanda residencial. La labor futura debería centrarse en
diferentes aspectos relacionados con los marcos de intercambio de energía y en la aplica-
ción de sistemas de DR en tiempo real, lo que impone un control adicional de supervisión
y de modelos de predicción. Además, el comportamiento egoísta de los consumidores y la
manipulación de información también son problemas que deben considerarse como funda-
mentales en el planificador. Por último, se necesitan con urgencia esfuerzos adicionales en
los laboratorios y en las instalaciones piloto para demostrar el beneficio de estos marcos
de intercambio energético.

En tercer lugar, la aparición prevista de vehículos eléctricos y microgeneración abre
nuevas oportunidades para los agregadores en la gestión de demanda. Los futuros sistemas
de energía ciertamente proveerán a los agregadores de mayores cantidades de demanda fle-
xible. Las especificaciones e integración de las baterías para el almacenamiento energético
en el hogar también sería un tema realmente interesante para investigar.

Por último, los aspectos sociológicos en torno a la participación del cliente son esen-
ciales para investigar y entender los sistemas de DR. Esta tesis se ha centrado en los
aspectos técnicos del planificador, pero es obvio que la mejor tecnología no es válida sin
la participación del consumidor desaparece. Los factores desencadenantes para que los
usuarios finales se interesen realmente en su consumo deben determinarse junto con la
implementación de la DR antes de entrar en una fase de comercialización. Más allá de los
ahorros y los beneficios ambientales que genera la agregación, los consumidores deben ser
más conscientes de su consumo y cómo pueden actuar para modificarlo.
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7.4 Publicaciones relacionadas con la tesis

A continuación, se enumeran las publicaciones en revistas indexadas y las contribuciones
realizadas en congresos nacionales e internacionales generadas a partir de la elaboración
de esta tesis.

Transferencia del conocimiento:

• Registro de la propiedad intelectual de Madrid de un planificador de electricidad
agregada: “Green Scheduler GS 1.0”. Fecha: 27 de abril de 2021. Expediente: 09–
RTPI–03108.7/2021. Número de asiento registral: 16/2021/7199.

• Ganadores del 13º concurso de ideas para la creación de EBT –
UAH de la propuesta tecnológica. Fecha: 10 de noviembre de 2020.
https://www.uah.es/es/investigacion/area-de-investigacion/programa-
propio/Ayudas-para-la-Creacion-de-Empresas-de-Base-Tecnologica-UAH-2020/.

• Finalistas de la propuesta tecnológica UAH – ENEFF para participar en programa
“The Collider 20202”. Fecha: 2 de julio de 2020. https://thecollider.tech/es.

Publicaciones en revistas internacionales:

• [CPBA21] Carlos Cruz, Esther Palomar, Ignacio Bravo, and Manuel Aleixan-
dre. Behavioural patterns in aggregated demand response developments for
communities targeting renewables. Sustainable Cities and Society, 72:103001,
2021. https://www.sciencedirect.com/science/article/pii/S2210670721002857, doi:
10.1016/j.scs.2021.103001. Q1 JCR 2021.

• [CPBG20] Carlos Cruz, Esther Palomar, Ignacio Bravo, and Alfredo Gardel. Coope-
rative demand response framework for a smart community targeting renewa-
bles: Testbed implementation and performance evaluation. Energies, 13(11), 2020.
https://www.mdpi.com/1996-1073/13/11/2910, doi: 10.3390/en13112910. Q3 JCR
2020.

• [CPBG19] Carlos Cruz, Esther Palomar, Ignacio Bravo, and Alfredo Gar-
del. Towards sustainable energy-efficient communities based on a scheduling
algorithm. Sensors, 19(18), 2019. https://www.mdpi.com/1424-8220/19/18/3973,
doi:10.3390/s19183973. Q1 JCR 2019.

2Programa que hace posible la transferencia deep tech entre ciencia, mercado y sociedad.Reducen la brecha entre ciencia
y las necesidades del mercado para crear startups tecnológicas.

https://www.uah.es/es/investigacion/area-de-investigacion/programa-propio/Ayudas-para-la-Creacion-de-Empresas-de-Base-Tecnologica-UAH-2020/
https://www.uah.es/es/investigacion/area-de-investigacion/programa-propio/Ayudas-para-la-Creacion-de-Empresas-de-Base-Tecnologica-UAH-2020/
https://thecollider.tech/es/
https://www.sciencedirect.com/science/article/pii/S2210670721002857
https://www.mdpi.com/1996-1073/13/11/2910
https://www.mdpi.com/1424-8220/19/18/3973
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Publicaciones en congresos internacionales:

• [PCBG20] 22th IEEE International Conferences on High Performance Computing
and Communications (HPCC – 2020). Fecha: 14 – 15 de diciembre de 2020 con la pre-
sentación de un paper: “Performance Evaluation of a Collaborative IoT Framework
for Energy-Efficient Communities”. https://ieeexplore.ieee.org/document/9407956.
Rango B.

• [PCBG19] 17th International Conference on Smart Living and Public Health
(ICOST19). Fecha: 14 – 15 de octubre de 2019 en Nueva York (EE.UU.) con la pre-
sentación de un paper: “Cooperative System and Scheduling Algorithm for Sustaina-
ble Energy-Efficient Communities”. https://link.springer.com/chapter/10.1007/978-
3-030-32785-9 18. Rango C.

Publicaciones en congresos nacionales:

• [UAH21] VIII Jornadas jóvenes investigadores de la Universidad de Alcalá (Jornadas
– UAH). Fecha: 10 – 11 de diciembre 2020 con la presentación de un paper: “Coope-
ración en el logro de comunidades inteligentes, eficientes y sostenibles.” I.S.B.N.:
978–84–18254–50–5.

Otras publicaciones en el periodo de la tesis:

• Carlos Cruz, Daniel Matatagui, Cristina Ramirez, Isidro Badillo, Emmanuel de la
O-Cuevas, José M Saniger and Carmen Horrillo. Carbon LSAW-based e-nose to dis-
criminate and classify sub – ppm NO2. En revisión.

• Daniel Matatagui, Carlos Cruz, Castellano. A., Felix Carrascoso, Al-Enizi.A., Ayman
Nafady and Carmen Horrillo. WS2 sensor on paper for sub – ppm NO2 gas detection
at room temperature. En revisión.

• [PGAMdlP+21] María Pozo-Gómez, J.D. Aguilera-Martín, Patricia de la Pre-
sa, Carlos Cruz, Pilar. Marín, Daniel Matatagui, and Carmen Horrillo. Mo-
deling and simulation of a magnonic gas sensor to detected diseases in hu-
man breath. In 2021 13th Spanish Conference on Electron Devices (CDE),
pages 125–128, 2021. https://ieeexplore.ieee.org/abstract/document/9455739. doi:
10.1109/CDE52135.2021.9455739.

• [PMC+21] Álvaro Peña, Daniel Matatagui, Carlos Cruz, Patricia de la Presa, Pilar
Marín, and Carmen Horrillo. Study of magneto elastic resonance for chemical sensors:
Ribbons vs microwires. In 2021 13th Spanish Conference on Electron Devices (CDE),
pages 106–109, 2021. https://ieeexplore.ieee.org/abstract/document/9455747. doi:
10.1109/CDE52135.2021.9455747.

http://www.ieee-cybermatics.org/2020
https://ieeexplore.ieee.org/document/9407956
https://www.icost-society.org/
https://link.springer.com/chapter/10.1007/978-3-030-32785-9_18
https://link.springer.com/chapter/10.1007/978-3-030-32785-9_18
http://www3.uah.es/JornadasJovenesInvestigadores/jji/
http://www3.uah.es/JornadasJovenesInvestigadores/jji/
https://ieeexplore.ieee.org/abstract/document/9455739
https://ieeexplore.ieee.org/abstract/document/9455747
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Participación en proyectos i+d en el periodo de la tesis:

• ENEFF – Pilot 2017/T1/TIC – 5184. Comunidad de Madrid. Programa de Atracción
de Talento 2017.

• Desarrollo de materiales magnéticos y sensores para aplicaciones biomédicas (MAG-
BIOSENS). Proyecto Retos 2018. RTI2018 – 095856 – B – C22. Ministerio de Ciencia,
Innovación y Universidades.
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Apéndice A

Planificador de demanda: Green
Scheduler 1.0

Esta sección describe como apéndice el algoritmo de planificación de la demanda de elec-
tricidad agregada en una nueva implementación. Se realiza una búsqueda del vector solu-
ción al problema de planificación de una comunidad de consumidores o prosumidores que
responde a las condiciones de suministro de fuentes renovables.

El caso de uso más inmediato se enmarca dentro de una coalición de consumidores
que, siendo o no generadores de electricidad, deciden cooperar ofreciendo flexibilidad en su
demanda del día siguiente. En particular, el algoritmo extrae la flexibilidad del consumidor
de la demanda de energía variable (kW) necesaria por cada aparato inteligente conectado
(que puede ser encendido/apagado por red inalámbrica) a utilizar y la ventana horaria de
ejecución de su consumo deseado. Por lo tanto, el algoritmo no solo agrega la demanda
de los dispositivos/aparatos en la comunidad si no que la planifica en las horas de mayor
disponibilidad de energía renovable y de menor pico de demanda a partir de la flexibilidad
de los participantes y de su volumen y flujo de demanda. Las estructuras de datos que el
algoritmo utiliza son las siguientes:

• Como datos de entrada, el algoritmo requiere el establecimiento de:

- El número de consumidores c.

- El número de dispositivos/aparatos conectados a.

- Un array bidimensional tablaAparatos de a donde las filas son los a dispo-
sitivos de los consumidores de la comunidad participando en respuesta de demanda
agregada y las cinco columnas son:

- Identificador del dispositivo.

- Consumo en kW del aparato encendido.

- Consumo en kW del aparto en reposo.

- Duración en número de horas de la demanda del aparato para el día siguiente.
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- Hora de comienzo de la franja horaria de flexibilidad para la operación del
aparato.

- Hora final de la franja horaria de flexibilidad para la operación del aparato.

Un array unidimensional de 24 posiciones denominado RW t donde se indican la
potencia de suministro proveniente de las fuentes renovables. Este vector se genera
sumando por cada posición de tiempo la energía estimada en kW generada por las
fuentes renovables locales y las distribuidas por Red Eléctrica Española (REE).

• La salida del algoritmo comprende un array bidimensional donde las filas son los
a dispositivos de los consumidores de la comunidad participando en respuesta de
demanda agregada y las columnas son la demanda asignada en kW en las posiciones
de tiempo (por hora) en las que se divide el día.

Los procesos más relevantes en el algoritmo son:

• A. Inicialización de la tabla de demanda de los dispositivos/aparatos. El algorit-
mo establece una variable denominada tablaAparatos que es inicializada con los
campos definidos en tablaAparatos. El proceso A inicializa esta tabla con datos
introducidos a nivel de programación y se envía al proceso C para que comience la
planificación optimizada de los aparatos.

• B. Inicialización de parámetros y del vector renovable disponible. El algoritmo tiene
en cuenta el suministro de fuentes renovables provenientes de REE y de los prosumi-
dores de la comunidad que participan en la planificación de demanda agregada. El
proceso B inicializa el array RW t con datos introducidos a nivel de programación
(que suma los datos de suministro local y de REE) y se envía posteriormente al
proceso C para que comience la planificación optimizada de los aparatos en tablaA-
paratos con el objetivo de no sobrecargar el suministro disponible en RW t.

• C. Optimización de la planificación de demanda de la comunidad. El algoritmo rea-
liza una búsqueda de los valores óptimos para los parámetros de la función objetivo
a través de una optimización por enjambre de partículas PSO. La función objetivo
implementa una función de fitness que determina la posición óptima de tiempo-
sOn[a], esto es, la hora de comienzo de operación para cada dispositivo/aparato
en la comunidad a partir de cada rango de tiempo [tibeg, tiend] y de su duración en
activo. Esa evaluación de todas las posiciones posibles de los tiempos de comienzo
para los dispositivos de la comunidad y su correspondiente duración de demanda se
calcula frente a tres condiciones: 1) la suficiencia del suministro de renovables para
satisfacer la demanda en cada franja de tiempo; 2) el aprovechamiento del suministro
de renovables (esto es, la suma total de lo consumido de RW t es la mayor); y 3) la
eliminación de picos de consumo por lo que se logra balancear la demanda en kW
franjas contiguas de tiempo.
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• D. Envío de resultados a cada consumidor participante. El algoritmo devuelve a cada
consumidor participante un vector de suministro asignado por cada dispositivo/apa-
rato dividido en la escala de tiempo determinado al comienzo del algoritmo: asignado
por cada hora. Se genera, por tanto, un vector consumoHorario[a][25] por cada
aparato que indica la activación o desactivación del aparato en cada franja horaria
del día siguiente.

El lenguaje de programación es C++ y el sistema operativo Raspbian GNU/linux 10
implementado en una plataforma Raspberry Pi. Se ha realizado el registro de software de
la propiedad intelectual de Madrid: “Green Scheduler GS 1.0”, con fecha de 27 de abril de
2021 y expediente: 09-RTPI-03108.7/2021. El número de asiento registral es 16/2021/7199.

Las figuras A.1, A.2, A.4 y A.3 muestran los diagramas que representan la secuencia
de la agregación de las demandas de los aparatos de los consumidores participantes y la
optimización de la operación dada la tolerancia de preferencia. La función principal de
demanda (DF) llama a las funciones adicionales que buscarán el mínimo de los valores
máximos de consumo diario, es decir,min.DF(·). Esta función dirige la reasignación hasta
que cualquiera de los 24 slot con el sobrante de suministro renovable en la variable global
rx.

Nótese que rx = RW t - fDti,aij en la llamada inicial. Por ejemplo, la reasignación L se
produce dentro de los dominios de la función (OF). Se encarga de buscar el intervalo de
tiempo óptimo tsched para iniciar el funcionamiento del aparato. La optimización determi-
nará el ajuste al minimizar el sobre consumo total (en horas) de los aparatos comunitarios
frente al suministro renovable disponible en una determinada franja horaria.



156 Apéndice A. Planificador de demanda: Green Scheduler 1.0

A. Inicialización tablaAparatos[a][6]

Falso

Lectura número de
consumidores, c

i < c?

Lectura ID de Consumidor
tablaAparatos[j][0]

y número de aparatos, ai

j < ai?

Lectura consumo variable
consumo stand-by
duración variable
Hora comienzo 

Hora final

a++
j++

i++

Falso

C

Figura A.1: Diagrama de flujo de la inicialización de los aparatos.

Lectura del grano división de tiempo, div

div == 'hora'

Escritura rw[24]
con los kW de Red Eléctrica

B. Inicialización vector renovables
rw[24]

Escritura rw[96]
con los kW de Red Eléctrica]

Suma el suministro local
rw+ = rw_local

C

Figura A.2: Diagrama de flujo de la inicialización del vector de renovables.
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Optimización de la planificación de demanda
conjunta en consumoHorario[a][25]

j < a

rwi = rw - tablaAparatos[j][2]
tbeg[j] = tablaAparatos[j][4]

tend[j] = tbeg[j] + tablaaparatos[j][3] -1

ihora < 24 and 
(ihora >= tbeg[j] and ihora <

tablaAparatos[j][5]

rand(fitnessActual[ihora])
posicionActual[j][ihora] =

(tbeg[ihora + tend[ihora]]) +
(tend[ihora - tbeg[ihora]]) * (2.0 *

fitnessActua[ihora]) - 1.0
velocidad[j][ihora]*=0.0004

i=0; t=1

i < a

t < 25

rand(fitnessActual[ihora])
posicionActual[j][ihora] =

(tbeg[ihora + tend[ihora]]) +
(tend[ihora - tbeg[ihora]]) * (2.0 *

fitnessActua[ihora]) - 1.0
velocidad[j][ihora]*=0.0004

i=0; t=1

Evaluar localBestFitness[t] contra
fitnessActual[t]

Evaluar localBestPosition[i][t] contra
posicionActual[i][t];

t++

TiemposOn[j] = globalBestPosition[j]
[0]

j < a

t < 25

consumoHorario[j][0] = tablaAparatos[j][0]
consumoHorario[j][t] = tablaAparatos[j][2]

l = tablaAparatos[j][3]

t == tiemposOn[j]
y

l < 0

consumoHorario[j][t] = tablaAparatos[j][1]
l-

t++

_anon_fcn (tablaAparatos[][], rwi[24],
tiemposOn[a])

//encuentra una configuración de tiemposOn
indicando el tiempo de encendido para cada

aparato en tablaAparatos

//Decrementa rwi en las posiciones indicadas lo
equivalente a tablaAparatos[j][1]

A, B

Falso

Falso

Falso

Falso

Falso

D

Figura A.3: Diagrama de flujo de la optimización de la planificación de demanda.

Verdadero

id == 
consumoHorario[i][0]

Falso

D. Envío de resultados a cada
consumidor

i=0

id = consumoHorario[i][0]

Enviar consumoHorario[id][j]

i++

C

Figura A.4: Diagrama de flujo del envío de resultados al consumidor.





Apéndice B

Dataset

En esta tesis se han empleado varios dataset para generar una banco de pruebas con el
consumo de aparatos y su tiempo de uso. Este banco de pruebas ofrece la posibilidad de
validar el algoritmo de agregación, así como los patrones de comportamiento obtenidos.
A continuación, se describen los principales datos usados:

Reference Energy Disaggregation Data set (REDD) [KJ11] es un conjunto de
datos de referencia sobre desagregación de energía originalmente publicado por el Instituto
Tecnológico de Massachusetts. El objetivo es crear un dataset de referencia para evaluar
los algoritmos de desagregación. El conjunto de datos cubre seis hogares en Massachusetts
(EE.UU). A nivel de hogar, los circuitos principales contienen la corriente de 15 kHz y
el voltaje. En los datos a nivel de circuito residencial, cada circuito individual mide las
lecturas de potencia de baja frecuencia (3 – 4 s). Se recogen lecturas de cinco tipos de
hogar. La figura B.1 presenta datos de actividad de aparatos y patrón de consumo de
actividad de uno de estos cinco hogares.

• Hogar 1: actividad de lunes a jueves de 7:00 – 9:00 am. Actividad de los lunes a
partir de las 18:00. Viernes, poca actividad. Sábado y domingo alta actividad desde
las 10:00 am.

• Hogar 2: actividad media – alta durante la noche muy distribuida. Posible trastorno
del sueño. Actividad también distribuida durante el día, posiblemente trabajando
desde casa.

• Hogar 3: Actividad baja los viernes y sábados por la tarde. Actividad media a la
misma hora del día de lunes a viernes.

• Hogar 4: actividad media – alta durante la noche, excepto los viernes, sábados y
domingos. Actividad distribuida durante el día.

• Hogar 5: actividad alta a partir de las 18 pm, excepto los sábados en los que la
actividad se traslada por la noche. Martes y jueves actividad nocturna alta por la
noche. Posible rutina de trabajo nocturno.
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Figura B.1: Demanda energética en un hogar de REDD (a), actividad de los aparatos (b), patrón de
consumo por días (c) y consumo de los aparatos (d).

Figura B.2: Demanda de consumo medio en la agregación de los 200 hogares de NREL.

National Renewable Energy Laboratory (NREL) dataset [NRE20] incluye
perfiles de demanda de electricidad para 200 hogares seleccionados al azar entre los dis-
ponibles en el conjunto de datos para la región del medio oeste de EE.UU. Los perfiles se
han generado utilizando la modelización propuesta por [MRS+13], que produce patrones
realistas de consumo de energía residencial, validados mediante datos medidos, con una
resolución de 10 minutos. Los hogares varían en tamaño y número de ocupantes y los
perfiles representan el uso total de electricidad, en watios.
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Figura B.3: Generación renovable de datos de NREL.

Figura B.4: Ejemplo de patrón de consumo de dos aparatos de UKDALE.

Datos de energía solar de NREL [NRE20] es un dataset de datos sintéticos de
plantas solares fotovoltaicas para EE.UU (ver figura B.3). Los datos están destinados a
planificadores de transmisión, planificadores de servicios públicos que realizan estudios
de integración solar y necesitan estimar la producción de energía de hipotéticas plantas
solares. Se trata de datos anuales de potencia solar de 5 minutos y previsiones horarias
para el día siguiente de aproximadamente 6.000 plantas fotovoltaicas simuladas. NREL
generó los datos de previsión solar para el día siguiente en las localidades del este de
EE.UU. utilizando el modelo Weather Research and Forecasting.

UK Domestic Appliance Level Electricity (UKDALE) dataset [KK15b] es
conjunto de datos que registra la demanda de energía de cinco hogares. En cada hogar
se registran tanto la demanda de energía del hogar como la demanda de los aparatos
individuales cada seis segundos. La figura B.4, presenta el patrón de consumo típico de
dos aparatos inteligentes en un hogar de UKDALE. La figura B.5 muestra la distribución
de los valores de la demanda de los aparatos de un hogar, así como la desagregación de
los aparatos. Las preferencias de demanda se perfilan gracias a los patrones de consumo
de varios conjuntos de datos. Las ilustraciones de la figura B.6 muestran los histogramas
de demanda en el hogar 1 que se corresponden con los patrones de uso diario de nueve
aparatos.
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Figura B.5: Ejemplo de distribución de valores de demanda de energía de un hogar de UKDALE.

Figura B.6: Ejemplo de patrones de demanda de energía de los aparatos de un hogar de UKDALE.



Apéndice C

Supuestos de simulación

Tabla C.1: Uso de energía de los aparatos más comunes.

ID Aparato Modelo Watios
(W)

Rangos de eficiencia
EU
A, A+, A++, A+++

Energía
promedio
estimada
en 24 h (kWh)

Energía
en espera
estimada
en 24 h (kWh)

Tiempo
operativo
estimado
en 24 h (h)

AP1 Calentador Wesen ECO30 2000 10–14.73 0.010 1–15
AP2 Secador Balay 3SB285B 4350 1–2.22 0.015 1–10
AP3 Lavadora Eutrotech 1106 1800 1–2.67 0.015 0.5–10
AP4 Plancha Rowenta DX1411 2100 0.1–3 0.002 1–3
AP5 Aire acondicionado Fujitsu STG34KMTA 9400 - 3.9–24.3 0.015 0.3–15
AP6 Aire ac. habitación Rinnai RPC26WA 2600 - 8–24.3 0.015 3–18
AP7 Calentador DeLonghi HSX3324FTS 2400 1–7 0.08 0.1–10
AP8 Calefactor Dyson AM09 2000 - 1–6.7 0.015 0.1–10
AP9 Deshumidificador DeLonghi DEX 210 4–24.3 0.005 1.1–9
AP10 Manta eléctrica Medisana HDW 120 - 1–3 0.08 1.2–9

AP11 Ventilador Westinghouse Bendan 80 0.5–9 0.01 0.5–5
AP12 Ventilador aut. Remigton 500 - 4.73–6 0.01 0.1–18
AP13 Ventilador torre Sunbeam FA7250 40 - 1.4–3 0.03 0.1–18
AP14 Hoover BGLS4TURBO 750 - 3–6 0.02 0.3–18
AP15 Caldera Greenstar Ri 9000 8–22 0.05 0.1–3

AP16 Máquina café DeLonghi ECOV 1100 9–12 0.05 0.1–3
AP17 Frigorífico Bosch KDN46VI20 500 8.77–10 0.05 4.77–24
AP18 Lavavajillas Bosch SMS88TI36E 1500 0.5–1.5 0.015 0.3–4
AP19 Robot de cocina Becken BFP-400 110 0.5–2 0.015 0.1–5
AP20 Congelador Bosch GSN36BI3P 350 6–8 0.009 0.1–24

AP21 Microondas Balay 3CG5172N0 1700 0.9–3 0.01 0.1–4
AP22 Horno Bosch VBD5780S0 5000 10.96–12 0.01 0.1–8
AP23 Tostadora Russell Hobbs 21973 1100 0.2–1 0.01 0.1–1
AP32 Luz Osram 100 - 0.7–3 0.01 0.1–24
AP25 Vaporizador Philips GC362/80 400 0.3–2 0.07 0.1–8
AP26 Impresora HP Officejet 3833 100 - 0.8–1 0.05 0.1–4
AP27 Computador Samsung ls24a450 350 0.7–15.3 0.05 0.1–24
AP26 TV Panasonic TX43E302B 54 0.1–100 0.05 0.1–24
AP29 Kettle Philips HD4644/00 3000 6–19 0.01 0.1–1
AP30 Alarma de seguridad Vbestlife 20 - 0.6-1 0.02 0.1-24

AP31 Cocina aut. MUC88B68ES 1200 1–3 0.09 0.1–3
AP32 Lipiador aire Balay 3BC598GN 150 1.1–6 0.01 0.1–6
AP33 Aspiradora Hoover TH31HO01 1000 0.9–3 0.06 0.2–4
AP34 Freidora eléctrica DeLonghi F26237 1800 - 13–16 0.05 0.2–3
AP35 LedTV LG 49LJ515V 250 1.9–5 0.05 0.2–24
AP36 Store Dura Heat EUH4000 4000 - 2.4–4 0.05 0.3–23
AP37 Altavoz Logitech Z120 180 0.3–4 0.01 0.2–20
AP38 Secador Rowenta CV3812F0 2100 0.99–4 0.01 0.2–6

Esta sección incluye como apéndice una base de datos propia elaborada con el uso de
los aparatos más comunes. LaTabla C.1 indica la energía promedio estimada y en espera
por aparato, así como el tiempo operativo estimado. La tabla C.2 muestra los patrones
de ocupación y el tipo de demanda para todos los escenarios posibles empleados en el
Capítulo 4. Estos parámetros se definen según el volumen de demanda, la flexibilidad del
consumidor, y el flujo de demanda y suministro renovable.
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Tabla C.2: Supuestos de simulación empleados en la validación del algoritmo planificador: escenarios de
combinación para los valores de diferentes factores.
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Apéndice D

Justificación matemática

En esta sección se expone la justificación matemática de algunos de los algoritmos de
aprendizaje automático empleados en el Capítulo 5.

1. Support Vector Regression (SVR). El objetivo de este algoritmo es encontrar
una función de regresión, lineal, f(x) (D.1) que tenga como máximo de desviación ε de los
objetivos reales (yi) para los datos de entrenamiento disponibles1.

f(x) = 〈w, x〉+ b wεRN , bεR (D.1)

〈.,.〉 es el producto interno en RN y w son los pesos de la función lineal. Se definen las
restricciones D.2 y D.3.

yi − 〈w, xi〉 − b ≤ ε (D.2)

〈w, xi〉+ b− yi ≤ ε (D.3)

La reducción de la complejidad de f(x) se logra minimizando la norma en D.4.

‖w‖2 = 〈w,w〉 (D.4)

Sea el conjunto C = {(x1, y1), ...,(xn, yn)}, donde xi ε RN e yi ε R. D.5 se considera
como un problema de programación cuadrática y se obtiene de D.2 y D.3. Todos los
patrones de entrada xi se estiman con precisión ε a yi.

minimizarw
1
2 ‖w‖

2 (D.5)

1Una medida de error cercana a cero en datos de entrenamiento sólo se utiliza para preparar el algoritmo en la predicción
de nuevas composiciones como características de entrada. El valor máximo se define como ε y la desviación yi.
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sujeto a
 yi − 〈w, xi〉 − b ≤ ε; i = 1, ..., n
〈w, xi〉+ b− yi ≤ ε; i = 1, ..., n

Los datos pueden contener varios valores atípicos (ε elevado). La función de pérdida
sugiere la introducción de variables εi ε∗ para hacer factible el problema de optimización
dado por D.5. La formulación final se presenta mediante D.6.

minimizarw
1
2 ‖w‖

2 + C
n∑
i=1

(εi + ε∗) (D.6)

subjeto a


yi − 〈w, xi〉 − b ≤ ε+ εi i = 1, ..., n
〈w, xi〉+ b− yi ≤ ε+ ε∗i i = 1, ..., n

ε+ ε∗i ≥ 0
El valor C >0 controla la penalización de las desviaciones mayores que ε y sirve como

compensación entre la exactitud y la minimización de errores. El valor C es una constante
positiva a determinar de la que puede depender el clasificador y que se centrará en lograr
la exactitud a costa de predecir erróneamente algunos de los datos de entrenamiento. La
formulación dual permite la transición a las funciones de predicción no lineal f(x) para la
regresión según D.7 tal y como se expone en [Hed16].

maximizarαi,α∗i −
1
2

n∑
i=1

n∑
j=1

(αi−α∗i )(αj−α∗j ) 〈xi, xj〉−ε
n∑
i=1

(αi+α∗i )+
n∑
i=1

yi(αi−α∗i ) (D.7)

subjeto a


∑n
i=1(αi − α∗i ) = 0
αi, α

∗
i ε[0, C]

f(x) puede ser reformulado según D.8.

w =
n∑
i=1

(αi − α∗i )xi 7→ f(x) = 〈w, x〉+ b =
n∑
i=1

(αi − α∗i ) 〈xi, x〉+ b (D.8)

La función K(xi, x) es la matriz del kernel, que se forma por la evaluación de una
función del kernel 〈(φ(xi), φ(x))〉. Un función gaussiana es una elección para esta función.

K(xi, x) = exp(−γ ‖xi − x‖2) (D.9)

Finalmente, la estimación del objetivo se llevará a cabo mediante D.10.

w =
n∑
i=1

(αi − α∗i )K(xi, x) + b (D.10)

La optimización busca determinar la función f(x) lo más plana posible en el espacio
de características con el uso de un kernel. La familia de funciones K(x, x’) corresponde
a productos internos en algún espacio de características F . De esta forma, es posible
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1: N número de casos de prueba, M número de variables en el clasificador.
2: m número de variables de entrada para determinar la decisión en un nodo dado; m << M.
3: Elección un conjunto de entrenamiento para este árbol y empleo del resto de los casos de prueba

para estimar el error.
4: Elección aleatoria de m variables para cada nodo del árbol. Cálculo de la mejor partición a partir de

las m variables del conjunto de entrenamiento. Proceso iterado por todos los arboles. La etiqueta
que obtenga la mayor cantidad de incidencias será la predicción.

Algoritmo D.1: Pseudocódigo del algoritmo random forest (RF).

obtener un modelo de SVR mediante el entrenamiento de un problema cuadrático para
un hiperparámetro C, ε y γ.

2. Random Forest (RF). Este algoritmo construye muchos árboles de decisión in-
dividuales durante el entrenamiento. Mediante la implementación en scikit – learn se
calcula la importancia de los nodos según D.11 para cada árbol [lea21]. La estructura de
funcionamiento RF se presenta en el algoritmo D.1.

nij = wjCj − wleft(j) − Cleft(j) − wright(j) − Cright(j) (D.11)

wj : número ponderado de muestras que llegan al nodo j
Cj : valor de impureza del nodo j
left(j): nodo hijo de la división izquierda del nodo j
right(j): nodo hijo de la división derecha del nodo j
fii: importancia del nodo i
nij : importancia del nodo j

La importancia de cada característica en un árbol se calcula según D.12.

fii =
∑
j:node j splits on feature i nij∑

kε all nodes nik
(D.12)

Estos valores se pueden normalizar según D.13.

normfii = fii∑
jε all features fij

(D.13)

La importancia de la característica es la media de todos los árboles. La suma del valor
en cada árbol se calcula y se divide por el número total de árboles (T ).

RFfii =
∑
jε all trees normfiij

T
(D.14)

RFfii es la importancia de la característica i calculada a partir de todos los árboles del modelo RF.
normfiij es la importancia normalizada de la característica i en el árbol j.
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1: Elección de un valor de k. Se asigna un conjunto inicial de clúster: µ(0)
1 , µ

(0)
2 , µ

(0)
3 , ...µ

(0)
k

2: Selección arbitraria de los objetos k.
3: Asignación cada uno de los objetos al clúster más cercano al centroide. Se asigna cada observación

xi al grupo cuya media es más similar a la observación: encontrar la media del clúster más
cercano:cluster(xi) = mı́n

j

{∥∥xi − µmj ∥∥2
}

El conjunto completo de observaciones pertenecientes al clúster j viene dado por:
C

(m)
j =

{
xi :

∥∥xi − µmj ∥∥2
6
∥∥xk − µmj ∥∥2 ∀j, 1 ≤ j ≤ k

}
4: Re-cálculo los centroides de los clústeres k. Para cada clúster k, se calcula el centroide del clúster,

que es la nueva media del grupo: µ(m+1)
j = 1

N
(m)
j

∑
xiεC

(m)
j

xi

5: Repetición de los pasos 3 y 4 hasta que los centroides no se muevan más.
Algoritmo D.2: Pseudocódigo del algoritmo k – means.

3. Linear Regression (LR). El valor objetivo de este algoritmo es la combinación
lineal de las variables de entrada. ŷ es el valor pronosticado y se denota por D.15.

ŷ(w, x) = w0 + w1x1 + ...+ wpxp (D.15)

A través del módulo scikit – learn se ajusta un modelo lineal con coeficientes w = (w1,
..., wp) y w0 como intercept. Matemáticamente resuelve un problema dado por D.16.

minw||Xw − y||22 (D.16)

LR intenta dibujar una línea recta que minimice lo mejor posible la suma residual
de cuadrados entre las respuestas observadas en el conjunto de datos, y las respuestas
pronosticadas por la aproximación lineal. También se calculan los coeficientes, la suma
residual de cuadrados y la puntuación de la varianza.

4. K – means. El objetivo de este algoritmo es la división del conjunto de datos en un
número predefinido de clúster k. El usuario decide el número de grupos resultantes que se
asignan aleatoriamente para que sean los centros de los clústeres. Debido a la inicialización
aleatoria, los resultados pueden depender de los puntos seleccionados al azar para inicia-
lizar los clústeres. El algoritmo reasigna cada punto al clústeres más cercano y repite el
proceso hasta que convergen y no cambian más. Cada observación se asigna exactamente
a un clúster una vez elegido el número. El mejor clúster minimiza la diferencia dentro del
clúster, medido por la distancia euclidiana al cuadrado.

Dado un conjunto de datos basado en el consumo energético X = {x1, x2, ..., xn} ⊂ RN

y un conjunto de k clústeres C = {C1, C2, ..., Cn}, para el clúster j la disimilitud dentro
del clúster viene dada por D.17.

∑
xiεCj

‖xi − µj‖2 (D.17)



169

µj = 1
Nj

∑
xiεCj

xi; xi es la media de observaciones en Cj .
Nj el número j de observaciones pertenecientes a Cj .

El problema de optimización se da por D.18.

minimizarc
k∑
j=1

∑
xiεCj

‖xi − µj‖2 (D.18)

La resolución de D.18 es computacionalmente compleja, debido a que los valores de
xi puede agruparse de muchas formas. Sin embargo, se puede resolver el problema de
optimización dado por D.17 que permite encontrar una solución óptima. El procedimiento
se explica mediante el pseudocódigo D.2, donde el superíndice “m” indica la iteración2.

5. K – prototypes. Este algoritmo evita la limitación de trabajar con un solo tipo
de datos [JS20]. El algoritmo divide el conjunto de datos en k (k ε N+) subclústeres
diferentes para minimizar el valor de la función de coste que se muestra en D.19.

F (U,Q) =
k∑
l=1

n∑
i=1

uild(xi, ql) (D.19)

D(x, p) = E(x, p) + λC(x, p) (D.20)

E es la distancia euclidiana entre las variables continuas y C es el recuento de variables categóricas
diferentes (λ controla la influencia de las variables categóricas en el proceso de agrupación).

K – prototypes combina las “medias” de la parte numérica y los “modos” de la parte
categórica para construir un nuevo “prototipo” híbrido de centro de clúster. Se construye
una fórmula de coeficiente de disimilitud y la función de coste aplicable a los datos mixtos.
Se introduce el parámetro γ para controlar la influencia de la característica categórica y
la característica numérica en el proceso de agrupación. Se supone que el conjunto de datos
de tipo mixto tiene p características numéricas y m - p características categóricas. Para
cualquier xi, ql ε D, la definición del coeficiente de disimilitud se muestra en D.21.

d(xi, ql) = γ
p∑
s=1

δ(xci,s − xcl,s) +
m∑

s=p+l

√
(xci,s − xcl,s)2, δ(xi,j, ql,s) =

0, xi,s = ql,s

1, xi,s 6= ql,s
(D.21)

Los pasos básicos del algoritmo de k – prototypes se describen en pseudocódigo D.3.
El algoritmo k – prototypes divide el coeficiente de disimilitud de los datos de tipo mixto
en dos partes para el cálculo de la separación. La parte categórica adopta la distancia de
Hamming simple, y la parte numérica adopta el cuadrado de la distancia euclidiana. La
proporción de los dos tipos de datos en el coeficiente de disimilitud se ajusta mediante el

2El algoritmo se ejecuta varias veces para seleccionar el mejor resultado en términos de D.17. No siempre se obtiene el
resultado deseado debido a la inicialización arbitraria de los centros de los clúster.
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1: Selección aleatoria k objetos de datos del conjunto D como centros de clúster iniciales.
2: De acuerdo con el resultado del cálculo, xi se asigna al clúster más cercano.
3: De acuerdo con los centros de cluster actuales, se recalcula la disimilitud del objeto de datos. Se

reasignan los objetos de datos al subclúster más cercano, los valores con mayor frecuencia se utilizan
en la parte categórica, y la parte numérica utiliza el método del valor medio para determinar. Se
actualizan los centros de clúster.

4: Se repiten los pasos 2, 3 hasta que la función de coste no cambie.
Algoritmo D.3: Pseudocódigo del algoritmo k – prototypes.

parámetro γ. El objetivo es evitar la desviación del valor del resultado de la agrupación
de la característica categórica o de la característica numérica y controlar el peso relativo
de la disimilitud entre los datos categóricos y los datos numéricos.

6. K Nearest Neighbors (KNN). Este algoritmo encontrará el valor K vecino más
cercano del punto de datos no visto y asignará la clase con el mayor número de puntos de
todas las clases de K vecinos. Se emplea la métrica euclidiana para la métrica de distancia
dada por D.22.

d(x, x′) =
√

(x1 − x
′
1)2 + ...+ (xn − x′n)2 (D.22)

Finalmente, la entrada x se asigna a la clase con mayor probabilidad según D.23.

P (y = j|X = x) = 1
K

∑
iεA

I(y(i) = j) (D.23)



Apéndice E

Métricas de evaluación

Esta sección resume las principales métricas utilizadas en el Capítulo 5. La fiabilidad de
los resultados de un experimento dependen de la validez de las hipótesis utilizadas y de la
calidad de las mediciones de los parámetros experimentales. Algunas métricas utilizadas
son el error medio cuadrado (MSE, Mean Squared Error), el error medio absoluto (MAE,
Mean Absolute Error) o el error porcentual medio absoluto (MAPE, Mean Absolute Per-
centage Error). MSE corresponde a la media de la diferencia entre el valor de demanda
real y el valor de demanda prevista y se utiliza como la función de pérdida durante la fase
de entrenamiento para minimizar errores. Según E.1, n se refiere al número de muestras
en el conjunto de entradas.

MSE = 1/n
t=1∑
n

(Actualt − Pronosticadot)2 (E.1)

MAE es el promedio sobre la muestra de prueba de las diferencias absolutas entre la
predicción y la observación real (E.2). Esta métrica describe el promedio de las diferencias
absolutas entre los valores pronosticados y los observados. Se utiliza en el análisis de
regresión de redes neuronales y es la medida más robusta para determinar valores atípicos.
MAE es útil si preocupan los grandes errores cuyas consecuencias son elevadas.

MAE = 1/n
t=1∑
n

|Actualt − Pronosticadot| (E.2)

MAPE es una métrica de puntuación empleado en el conjunto de pruebas que informa
de la exactitud de los valores que se predicen sobre los valores reales (E.3). Se trata de
un mecanismo de puntuación utilizado para tareas de regresión.

MAPE = 1/n
t=1∑
n

|Actualt − Pronosticadot|
Actualt

∗ 100 (E.3)

R∧2, también conocido como coeficiente de determinación, se utiliza como una métrica
de evaluación para las precisiones de entrenamiento y prueba. Se puede definir como la
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proporción de la varianza en la variable dependiente que es predecible a partir de las
variables independientes de E.4, E.5, E.6 y E.7

R2 = 1− SSres

SStot
(E.4)

ym = 1/n ∗
i=1∑
n

yi (E.5)

SStot =
∑
i

(yi − ym)2 (E.6)

SSres =
∑
i

(yi − fi)2 (E.7)

yi es el valor verdadero, fi es el valor pronosticado e ym es la media de las muestras.

El término Recall es evaluado en E.8.

recall = TP

TP + FN
, (E.8)

El término Precisión indica la proporción entre los eventos etiquetados correctamente
y todos los eventos etiquetados en E.9.

precision = TP

TP + FP
, ε [0, 1] (E.9)

El término Accuracy indica la precisión del clasificador teniendo en cuenta los sucesos
etiquetados correctamente y los eventos correctamente descartados, dividido por el número
total de eventos según E.10.

accuracy = TP + TN

P +N
, ε [0, 1] (E.10)

El término Fβ es una media ponderada entre exactitud y precisión donde β = ωrecall
ωprecision

.
Si β= 1, la precisión y la recuperación tienen el mismo peso en E.11.

Fβ = (1 + β2) ∗ precision ∗ recall
β2 + precision+ recall

(E.11)

F1 proporciona la media armónica de precision y la recall. (P) se define como el número
total de muestras etiquetadas; (N) es el número total de muestras con etiqueta desconoci-
da; (TP) como el número de eventos etiquetados correctamente por el clasificador; (FN)
número de eventos no etiquetados; ejemplos anteriores, si la muestra de llegada es de
un microondas y el clasificador no puede etiquetar; (FP) número de eventos etiquetados
erróneamente.
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Cuestionario de evaluación

En el presente apéndice figuran las preguntas y las respuestas dadas por los participantes
en el cuestionario del proyecto ENEFF – PILOT y cuyos resultados se han presentado en
el Capítulo 4. La encuesta se ha realizado de forma anónima y ha tenido como objetivo
medir el impacto y la aceptación de una plataforma de RD que podría integrarse en la
vida de los consumidores y las comunidades1.

• ¿Está familiarizado o interesado en las herramientas de eficiencia energética en su
hogar/región?

1. Aplicaciones de usuario.

2. Controladores inteligentes para el hogar.

3. Aparatos inteligentes.

4. Sensores inteligentes.

5. Programas gubernamentales.

6. Programas de utilidad.

7. No hay interés.

8. No hay familiaridad.

• ¿Está familiarizado con/interesado en la generación de fuentes de energía renovable?

1. Micro – generación en casa.

2. La micro – generación en el edificio residencial.

3. Programas gubernamentales.

4. Programas de utilidad.

5. No hay interés.

6. No hay familiaridad.
1Toda esta información se puede encontrar en la WEB del proyecto ENEFF – PILOT: https://eneffpilot.web.uah.es

https://eneffpilot.web.uah.es/
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• ¿Cómo ve su relación con el proveedor de electricidad?

1. Entiendo los picos de consumo y los precios para reducir mi consumo.

2. Entiendo los picos de consumo y los precios para reducir mi consumo en el
futuro.

3. Entiendo mi factura.

4. Tengo un plan especial (de ahorro de energía o eficiente) con el proveedor de
servicios.

5. Ninguno de los anteriores

6. Otros.

• ¿Estaría interesado en?

1. Automatización de la activación de sus aparatos.

2. Automatización de la iluminación y los sistemas de calefacción y refrigeración.

3. Automatización del funcionamiento de la televisión.

4. Generar energía con paneles solares.

5. Ninguno de los anteriores.

6. Otros.

• ¿Estaría dispuesto a planear/estimar tu demanda de energía para?

1. El día siguiente.

2. Los próximos 3 días.

3. La semana que viene.

4. El próximo mes.

5. No hay tiempo para hacer esto.

• Este trabajo de investigación desarrolla un agregador que recoge las demandas de
los consumidores, primero las agrega y posteriormente las reagrupa para crear una
visión comunitaria de la demanda. ¿Estarías preocupado por...?

1. La privacidad de sus datos.

2. Seguridad de la comunicación con el agregador.

3. Datos estadísticos.

4. Perfil de la carga.

5. La utilización de datos por terceros.

6. El beneficio real de la agregación.

7. Fósil vs. Suministro final renovable.

8. Si esto supone un aumento de la factura.
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9. El impacto de la re-programación en su preferencia de tiempo.

10. Ninguno de los anteriores.

11. Otros.

• Los datos de los consumidores recogidos comprenden la preferencia de tiempo de
activación de cada aparato. ¿Cómo consideraría la definición de este tiempo?

1. Flexible; no le importaría un cambio.

2. Parcialmente flexible; no le importaría un cambio en ciertos aparatos y día de
la semana.

3. Rígido; sus preferencias de tiempo serían rígidas.

• La introducción de estas preferencias se haría a través de una aplicación. ¿Tendría
algún problema para usar la aplicación?

1. No.

2. Sí ...¿cuál?.

3. Prefiero otros medios como.

• Un home controller es el dispositivo doméstico, que comunica datos entre usted y su
agregador, así como controla la activación de su aparato. Es pequeño, eficiente y de
bajo coste. ¿Tendría algún problema para instalar este Controlador en su casa?

1. No.

2. Sí...¿cuál?.

3. Prefiero otros medios.

• La tarea de agregación da como resultado un vector de demanda comunitario, que
se re-programa en función de la oferta disponible de renovables. Cada consumidor
obtendrá un vector de demanda re-programado. ¿Cuál de las siguientes opciones se
encuentra familiarizado?

1. Confío en el agregador y dejaría que mi home controller activara/desactivara
mis electrodomésticos según el vector re-programado.

2. Confío en el aggregator, pero prefiero verificar el vector re-programado antes
de dar el control al aparato doméstico.

3. Confío en el aggregator pero prefiero controlar la activación de mis aparatos
por mí mismo.

4. No confiaría en el aggregator...¿Por qué?.

5. Otros

• Confiaría más en

1. El dispositivo agregador se encuentra en instalaciones residenciales.
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2. El dispositivo agregador se encuentra en instalaciones de servicios públicos.

3. El dispositivo agregador se ubica en instalaciones de consumidores; el papel
rota cada semana más o menos.

4. Otros.

• La empresa de servicios públicos también tiene acceso al vector de la demanda co-
munitaria de forma anónima (la facturación se controla a través de la infraestructura
de medición inteligente real). A partir de estos datos, podría aparecer una novedosa
planificación de la generación y el almacenamiento de fuentes renovables en beneficio
de la comunidad/distrito. ¿Qué le parece?

1. Muy bien.

2. Sólo bien.

3. No me importa.

4. Otros

• ¿Estaría motivado a participar en este piloto para instalar el home controller en su
hogar y el agregador en su edificio residencial?

1. Sí

2. No

3. No estoy seguro... ¿por qué?
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