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Préambule

Ce mémoire résume mon activité pédagogique et scientifique en vue de l’obtention de l’habilitation à
diriger des recherches. Il n’est pas facile de rédiger un manuscrit exhaustif mais concis, tout à la fois
biographique et scientifique, et laissant suffisamment de place pour exposer un projet de recherche.
Heureusement l’exercice de l’habilitation laisse une grande liberté au rédacteur dans la structure et
l’organisation du manuscrit. Ce mémoire résulte donc d’un compromis, et est organisé de la manière
suivante.

La Partie I présente une notice individuelle, avec le résumé de mes activités d’enseignement, une
synthèse des travaux dans le Chapitre 3 suivie de la liste de mes publications. Pour distinguer facilement
les publications auxquelles j’ai contribué, j’utiliserai dans tout le manuscrit les étiquettes [J1] pour
mes publications dans des journaux et [C1] pour les conférences, tandis que les autres références de
la littérature seront désignées par le nom du premier auteur et l’année, par exemple [Gabor, 1946].

La Partie II présente ensuite des développements scientifiques autour du traitement des images
multi-variées. Le Chapitre 5 présente des contributions en démélange spectral, afin de prendre en
compte la variabilité des facteurs en tomographie par émission de positons (TEP). Le Chapitre 6
considère le problème de la fusion d’images multi- et hyperspectrales, et présente une partie de la
littérature ainsi que certaines de nos contributions dans deux contextes applicatifs : l’observation
de la Terre et l’astronomie. Enfin, le Chapitre 7 présente mon projet de recherche pour les années
à venir, qui consiste à utiliser des réseaux de neurones pour régulariser les problèmes inverses en
imagerie. Je m’appuie pour cela sur deux travaux en cours qui sont brièvement décrits.

Enfin, la Partie III reproduit trois articles scientifiques, deux qui viennent compléter les Chapitres
5 et 6, et un troisième qui présente une contribution différente, en apprentissage de représentation
pour les systèmes de recommandation.



6



Table des matières

Notations 11

I Notice individuelle 13

1 Curriculum Vitae 15
1.1 État civil . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 15
1.2 Expérience professionnelle . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 15
1.3 Cursus académique . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 16
1.4 Responsabilités et charges collectives . . . . . . . . . . . . . . . . . . . . . . . . . . . 16
1.5 Responsabilités pédagogiques . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 16
1.6 Encadrement scientifique . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 17
1.7 Projets de recherche . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 18
1.8 Animation scientifique . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 20
1.9 Invitations, distinctions, bourses . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 20
1.10 Évaluation et activités éditoriales . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 21

2 Activité d’enseignement 23
2.1 Vue synthétique des enseignements . . . . . . . . . . . . . . . . . . . . . . . . . . . . 24
2.2 Conception d’enseignements . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 24

2.2.1 Traitement d’images (ENSEEIHT) . . . . . . . . . . . . . . . . . . . . . . . . 24
2.2.2 Traitement d’images et apprentissage automatique (ISAE). . . . . . . . . . . 25
2.2.3 Intégration et transformée de Fourier . . . . . . . . . . . . . . . . . . . . . . . 27
2.2.4 Projet objet connecté . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 28
2.2.5 Encadrement/suivi de projets . . . . . . . . . . . . . . . . . . . . . . . . . . . 29

2.3 Autres enseignements . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 30
2.4 Autres activités . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 31

3 Activités de recherche 33
3.1 Analyse temps-fréquence instantanée . . . . . . . . . . . . . . . . . . . . . . . . . . . 33
3.2 Problèmes inverses en imagerie multivariée . . . . . . . . . . . . . . . . . . . . . . . . 37



Table des matières

3.3 Apprentissage de représentations . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 41
3.4 Applications en imagerie, science des données et traitement du signal . . . . . . . . . 43

4 Liste des publications 45
Preprints . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 45
Revues internationales . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 45
Conférences internationales . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 47

II Contributions au traitement d’images multivariées 51

5 Démélange d’images TEP dynamiques 55
5.1 Contexte . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 55

5.1.1 Analyses factorielles . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 55
5.1.2 Imagerie TEP dynamique . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 58
5.1.3 Analyses factorielles en imagerie TEP dynamique . . . . . . . . . . . . . . . . 59

5.2 Démélange avec un facteur variable spatialement . . . . . . . . . . . . . . . . . . . . 60
5.2.1 Un nouveau modèle de mélange . . . . . . . . . . . . . . . . . . . . . . . . . . 60
5.2.2 Résolution par gradient proximal alterné . . . . . . . . . . . . . . . . . . . . . 61
5.2.3 Résultats expérimentaux . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 64

5.3 Influence de la mesure de divergence . . . . . . . . . . . . . . . . . . . . . . . . . . . 67
5.3.1 Bruit en imagerie PET . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 67
5.3.2 Un algorithme MM pour SLMM . . . . . . . . . . . . . . . . . . . . . . . . . 68
5.3.3 Une étude empirique sur données simulées . . . . . . . . . . . . . . . . . . . . 69
5.3.4 Discussion . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 69

5.4 Vers un modèle de démélange plus quantification . . . . . . . . . . . . . . . . . . . . 72
5.5 Bilan et discussion . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 72

6 Fusion d’images multi-bandes 75
6.1 Fusion d’images en télédétection . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 76

6.1.1 Motivation . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 76
6.1.2 Notations et hypothèses . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 77
6.1.3 Etat de l’art en fusion d’images multibandes . . . . . . . . . . . . . . . . . . 78
6.1.4 Une comparaison expérimentale . . . . . . . . . . . . . . . . . . . . . . . . . . 82

6.2 Fusion rapide pour l’astronomie infrarouge . . . . . . . . . . . . . . . . . . . . . . . . 87
6.2.1 Contexte : astronomie infrarouge et JWST . . . . . . . . . . . . . . . . . . . 87
6.2.2 Modèle de fusion . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 88
6.2.3 Régularisations spatiales informées . . . . . . . . . . . . . . . . . . . . . . . . 89
6.2.4 Résolution rapide . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 91

6.3 Quelques résultats sur données JWST simulées . . . . . . . . . . . . . . . . . . . . . 93
6.3.1 Simulation d’une scène de la ceinture d’Orion et des observations associées . 93
6.3.2 Résultats sur données simulées . . . . . . . . . . . . . . . . . . . . . . . . . . 94

6.4 Discussion et perspectives . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 98

8



Table des matières

7 Perspectives : régularisation des problèmes inverses par réseaux de neurones 99
7.1 Régularisation par réseaux génératifs . . . . . . . . . . . . . . . . . . . . . . . . . . . 101

7.1.1 Réseaux de neurones pour les problèmes inverses et le traitement d’image . . 101
7.1.2 Réseaux génératifs . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 102
7.1.3 Régularisation en synthèse ou en analyse ? . . . . . . . . . . . . . . . . . . . . 103
7.1.4 Quelques résultats préliminaires . . . . . . . . . . . . . . . . . . . . . . . . . 104

7.2 Perspectives méthodologiques . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 106
7.2.1 Régularisation par réseaux de neurones génératifs . . . . . . . . . . . . . . . . 106
7.2.2 Réseaux non génératifs pour la régularisation en analyse . . . . . . . . . . . . 109

7.3 Perspectives applicatives . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 110

Bibliographie 113

III Annexes 125

A Démélange sous β-divergence pour la TEP dynamique 127

B Fusion rapide d’images multi- et hyperspectrales pour l’astronomie 139

C Factorisation bayésienne de matrices pour les données de comptage 153

9



Table des matières

10



Notations

Symboles mathématiques
N,Z ensembles des entiers naturels et relatifs
R,C ensembles des nombres réels et complexes
i nombre imaginaire i2 = −1
z∗ conjugué du nombre complexe z

Matrices et vecteurs
x scalaire réel ou complexe
x vecteur
X matrice
Xj colonne j de la matrice X
Xi ligne i de la matrice X
⊗ produit de Kronecker
� produit terme à terme
� division terme à terme
0 matrice nulle, les dimensions étant implicitement données par le contexte
1 matrice composée uniquement de 1
X ≤ Y inégalité terme à terme

Espaces et normes
Lp(R) espace des fonctions à variable réelle, de module puissance p intégrable
`p espace des suites réelles ou complexes de module puissance p sommable
‖.‖p norme Lp ou `p, par défaut p = 2∥∥X∥∥ norme d’opérateur relative à la norme euclidienne, aussi notée ‖X‖2→2
〈., .〉 produit scalaire dans un espace de Hilbert

Variables
x ou X inconnue à estimer
x̂ ou X̂ son estimation
y ou Y donnée observée
z ou Z variable latente
N nombre de pixels
L nombre de bandes spectrales
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TEmps-fréquence

Financement ANR PRC
Partenaires Sylvain Meignen (PI, LJK Grenoble), LTCI, IREENA et CRISTAL
Rôle Participant actif, co-encadrant d’une post-doctorante

2019 – 2023 Chaire ANITI Fusion-based inference from heterogeneous data
Financement Artificial and Natural Intelligence Toulouse Institute (3IA ANITI)
Partenaires Nicolas Dobigeon (PI), Cédric Févotte (IRIT), Mathieu Fauvel et Jordi Inglada

(CESBIO)
Rôle Participant actif et co-encadrant de la thèse de Colin Decourt

2016 – 2021 FACTORY – New paradigms for latent factor estimation
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Financement ERC Consolidator Grant de Cédric Févotte
Collaborateurs Nicolas Dobigeon, Herwig Wendt, Emmanuel Soubies, Marie Chabert, Elsa Ca-

zelles et Henrique Goulart (IRIT)
Rôle Participant actif et co-encadrant des thèses d’Olivier Gouvert et de Pierre-Hugo

Vial

2017 – 2020 MULTIFRACS – Multifractal theory and methods for large size multivariate
systems - Applications to scale free analysis of brain dynamics analysis

Financement ANR (PRC)
Partenaires Patrice Abry (PI, ENS Lyon), LAMA, IRIT et NeuroSpin
Rôle Discussions scientifiques

2017 – 2018 ARSIS - Acquisition et reconstruction de spectres-images en mode random
scanning

Financement CNRS, mission pour l’interdisciplinarité
Partenaires Nicolas Dobigeon (IRIT), Odile Stéphan (PI), Marcel Tencé et Nathalie Brun

(LPS, Orsay)
Rôle collaborateur actif, co-encadrant de la thèse d’É. Monier

1.8 Animation scientifique

2021 Journée GDR ISIS « Réseaux de neurones pour les problèmes inverses en imagerie
satellite », avec Pierre Weiss et Andrés Almansa

2019 Conférence SPARS 2019, Toulouse, organisée par N. Dobigeon et C. Févotte (IRIT
et CNRS) : comités d’organisation et de programme

2019 Conférence S2VT 2019, Toulouse, co-organisée avec V. Lonjou, A. Gaudel (CNES) et
V. Boccia (ESA) : comité d’organisation

2019 Conférence CAp 2019, Toulouse, organisée par F. Garcia (INRA) : comités d’organi-
sation et de programme

2019 – Membre du COMET TSI, un organisme d’animation scientifique porté par le CNES

1.9 Invitations, distinctions, bourses

2018 Prime d’encadrement doctoral et de recherche (PEDR), CNU section 61
2018 Exposé invité (plénière) lors de la conférence JEELS : « A survey of factor models for

spectral imaging », https://jeels2018.sciencesconf.org/
2018 Chercheur invité à l’ENIS de Sfax, Tunisie
2016 Conférence invitée (dans une session spéciale) lors de la conférence SIAM Conference of

Imaging Science, Albuquerque, USA : « Analyzing multicomponent images : from analytic
to monogenic signals »

2014 Bourse post-doctorale, INRIA Rennes
2010 Allocation doctorale ministérielle, Université de Grenoble, école doctorale MSTII
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1.10 Évaluation et activités éditoriales

Évaluation de projets

• Agence Nationale de la Recherche (ANR) en 2017, 2019, 2020, 2021

Relecteur (reviewer)

• Revues internationales

– Applied and Computational Harmonic Analysis (Elsevier)
– Biomedical Signal Processing and Control (Elsevier)
– Digital Signal Processing (Elsevier)
– IEEE Geoscience and Remote Sensing Letters
– IEEE Journal of Selected Topics in Applied Earth Observations and Remote Sensing
– IEEE Signal Processing Letters
– IEEE Transactions on Audio, Speech and Language Processing
– IEEE Transactions on Computational Imaging
– IEEE Transactions on Geoscience and Remote Sensing
– IEEE Transactions on Image Processing
– IEEE Transactions on Industrial Electronics
– IEEE Transactions on Information Theory
– IEEE Transactions on Instrumentation & Measurement
– IEEE Transactions on Medical Imaging
– IEEE Transactions on Signal Processing
– Journal of Applied Geophysics (Elsevier)
– Journal of Fourier Analysis and Applications (Springer)
– Journal of Machine Learning Research (JMLR)
– Mechanical Systems and Signal Processing (Elsevier)
– Signal Processing (Elsevier)
– The Journal of the Acoustical Society of America (ASA)

• Conférences internationales

– European Signal Processing Conference (EUSIPCO)
– IEEE International Workshop on Computational Advances in Multi-Sensor Adaptive

Processing (CAMSAP)
– International Conference on Learning Representations (ICLR)
– International Conference on Machine Learning (ICML)
– International Joint Conference on Artificial Intelligence (IJCAI)
– Neural Information Processing Systems (NeurIPS)

• Conférences nationales et Workshops

– Colloque GRETSI
– Conférence sur l’Apprentissage automatique (CAp)
– Workshop SPARS
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Comité de sélection

Maître de conférence en sécurité, ENSEEIHT, Toulouse INP, en 2018
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CHAPITRE 2

Activité d’enseignement

Je décris ici mon activité d’enseignement, commencée en tant qu’enseignant-chercheur en 2014 à
l’ENSEEIHT, au sein du département électronique et traitement du signal, qui est devenu par la
suite 3EA (électronique, énergie électrique et automatique). J’ai eu la chance d’être très bien accueilli
par mes collègues traiteur de signaux, Nicolas Dobigeon et Marie Chabert, qui m’ont donné des
responsabilités et des enseignements qui m’intéressaient, tout en m’évitant une charge de travail
trop importante. Dès mon arrivée j’ai ainsi été responsable d’un demi-semestre de spécialisation,
en deuxième année d’école d’ingénieur, pour préparer à l’option de troisième année Traitement du
signal et de l’image (TSI). J’ai rejoint ensuite, à partir de la rentrée 2019, l’institut supérieur de
l’aéronautique et de l’espace (ISAE-SUPAERO), au sein du département d’informatique et des
systèmes complexes (DISC).

Lors de mon recrutement en 2014, j’ai eu la chance de bénéficier d’un soutien substantiel de la
part de Toulouse INP ainsi que de l’Université Fédérale de Toulouse Midi-Pyrénées, sous la forme
d’une décharge d’enseignement de 96h équivalent-TD la première année (eqTD), et de 48h eqTD
la seconde année. Cela m’a permis, d’une part, de prendre des responsabilités et de concevoir de
nouveaux enseignements dès mon arrivée, et d’autre part de maintenir et développer mes activités
de recherche. Dans le cadre de cette décharge, j’ai également bénéficié d’une dizaine de jours de
formations pédagogiques sur des sujets variés. Si ces formations m’ont parfois parues un peu théoriques
à l’époque, elle m’ont beaucoup aidé par la suite pour concevoir mes enseignements et tenter de
développer un apprentissage le plus actif possible chez mes étudiants.

Ce chapitre est organisé comme suit : une vue synthétique des enseignements réalisés depuis 2014
est d’abord présentée en section 2.1. Les enseignements sont ensuite détaillés indépendamment, en
séparant les cours que j’ai conçus (section 2.2) et ceux auxquels j’ai simplement participé (section 2.3).
La section 2.4 décrit enfin les activités en-dehors de l’enseignement proprement dit : responsabilités de
module ou d’UE, responsabilités à caractère pédagogiques, évaluation et suivi de stage, encadrement
de doctorants et vacataires.
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2.1 Vue synthétique des enseignements

Mes enseignements concernent le traitement de l’image et du signal, ainsi que les mathématiques
pour l’ingénieur. Le tableau 2.1 suivant donne un aperçu de mon service d’enseignement annuel
depuis 2014. Les disciplines enseignées sont données par ordre d’importance plus que chronologique,
et le volume est mesuré en heures équivalent-TD. Le total ne correspond pas exactement à la somme
des heures indiquées, car certains enseignements ponctuels ou remplacements n’apparaissent pas. En
moyenne, j’ai effectué environ 200 heures d’enseignement en présentiel par an depuis mon recrutement
en 2014 : un peu moins les premières années grâce à ma décharge, moins également les deux dernières
années depuis mon détachement à l’ISAE-SUPAERO.

Discipline Niveau Type 2014 2015 2016 2017 2018 2019 2020
Machine Learning 3A C, TP, P 16 36
Traitement d’images 2A, 3A C, TP, P 55 55 70 70 70 20 28
Intégration 1A C, TD 52 61 61 52 33 35
Projets recherche 2A P 4 10 36 54 30 48 32
Traitement du signal 1A, 2A C, TD, P 18 20 6 22 72
Temps-fréquence 3A C + TP 18 18 18
Matlab 1A TP 22 18 27
Probabilités 1A, 2A C, TD, TP 44 28
TOTAL 100 152 280 240 281 140 140

Table 2.1 : Vue synthétique des enseignements depuis 2014, en heures équivalent-TD. Les niveaux
apparaissent en « année ingénieur », 2A correspond par exemple à un niveau universitaire M1. Les
types d’enseignements sont les cours (C), les travaux dirigés (TD), travaux pratiques (TP) et projets
(P).

2.2 Conception d’enseignements

2.2.1 Traitement d’images (ENSEEIHT)

Dès mon arrivée en 2014, j’ai pris en charge le module de traitement d’images, qui fait partie de
la spécialisation de fin de seconde année et qui s’adresse à environ 25 étudiants. Ce module, assez
conséquent, comprend 12 heures de cours, 14 heures de TP et 24 heures de projet. Le cours présente
les notions importantes du traitement d’image au niveau pixellique, c’est-à-dire plutôt à bas niveau :
manipulations d’histogramme, transformations géométriques, filtrage, bases de représentation. Les
cours suivants introduisent des problématiques concrètes plus spécifiques au traitement d’image :
réhaussement, déconvolution, compression, segmentation et détection de contours. Chaque thème fait
l’objet d’une séance de TP de 1h45 pendant laquelle les étudiants implémentent et expérimentent
les algorithmes vus en cours, comme le filtrage de Wiener, la compression JPEG, la segmentation
par k-means, les contours actifs. Ces TPs sont assez guidés et je fournis les images et certaines
implémentations. Ensuite, les étudiants choisissent un projet, où le but sera d’étudier, d’implémenter
et de tester une technique plus évoluée, et cela de manière plus autonome. J’ai varié les sujets chaque
année, essayant de proposer différents aspects du traitement d’image, tels que :
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• Le débruitage, par les algorithmes NL-means ou NL-Bayes,
• La photographie computationnelle, avec des algorithmes de complétion, de tone-mapping ou de

colorisation,
• Les applications plus haut-niveau, comme la reconnaissance d’objets ou la détection d’objets

en utilisant des techniques d’apprentissage automatique.

L’objectif pédagogique du cours et des TPs est de former les étudiants aux techniques de base du
traitement d’images, sur les aspects théoriques et pratiques. Le projet quant à lui vise à permettre aux
étudiants de comprendre, développer et analyser une technique plus complexe de manière autonome,
dans un cadre plus professionnel. Ce module n’existait pas sous cette forme avant mon arrivée, je
l’ai donc créé entièrement, en me basant sur de nombreuses ressources documentaires ainsi que les
conseils et suggestions de nombreux collègues. En parallèle, j’enseignais une version allégée de ce
module aux étudiants anglophones du Master of Science and Technologies in Electronic Systems for
Embedded and Communicating Applications (ESECA).

2.2.2 Traitement d’images et apprentissage automatique (ISAE).

Le traitement d’images a été également ma thématique principale en enseignement, dès mon arrivée
à l’ISAE. Le positionnement et le contexte du module est par contre différent de l’ENSEEIHT : le
module a lieu au cours de la troisième et dernière année du cycle ingénieur, au sein de l’option Signaux
et Systèmes (SiSy). Il ne s’agit donc plus de faire une (longue) introduction au traitement d’image,
tout en sachant qu’un semestre entier permettra ensuite aux étudiants d’approfondir la discipline et
de se professionnaliser. À l’ISAE, le module d’imagerie, d’environ 100 heures, doit consituer un socle
solide de spécialisation, et ce avec peu de pré-requis. J’ai eu la chance, ici encore, d’avoir la main sur
l’organisation de ce module. J’ai ainsi pu réorganiser cet enseignement 6 mois après mon arrivée,
c’est cette nouvelle mouture que je vais ici vous présenter.

Contexte Comme beaucoup d’écoles d’ingénieur dites généralistes, l’ISAE-SUPAERO organise
une spécialisation au cours de la troisième année, au travers du choix d’une filière et d’un domaine,
représentant respectivement deux tiers et un tiers des enseignement scientifiques de cette troisième
année. Par rapport à l’appellation plus classique majeure / mineure, la filière se veut disciplinaire,
alors que le domaine est centré sur un champ applicatif, plus orienté métier.

La filière Signaux et Systèmes (SiSy) regroupe trois disciplines relativement complémentaires : le
traitement du signal et de l’image, l’électronique, et l’automatique. Les étudiants choisissent une
discipline en priorité, comme le montre la Figure 2.1. Le module d’imagerie intervient en dernière
séquence, donc à la fin du semestre, entre janvier et mars. La difficulté principale est de proposer un
enseignement complet et cohérent concernant tous les aspects du traitement d’images, du capteur à
l’exploitation, dans un volume de seulement cent heures.

Objectifs et positionnement L’objectif de ce parcours est de former des ingénieurs spécialisés
dans l’imagerie, et maîtrisant toute la chaîne d’acquisition et de traitement. Les formations en signal,
en électronique et en imagerie sont donc étroitement liées : l’ingénieur SiSy doit avoir une vue
d’ensemble des contraintes et problématiques sur la chaîne d’acquisition, depuis le capteur jusqu’à
l’exploitation, en passant par les pré-traitements. Par rapport à la filière « Observation de la Terre et
sciences de l’Univers » (OTSU), qui comporte aussi des enseignements en traitement d’image, les
compétences en SiSy restent plus proches de l’instrument et de la donnée. Pour résumer, la formation
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Figure 2.1 : Organisation de la filière SiSy depuis la rentrée 2018 (source : ISAE-SUPAERO)

SiSy se situe plutôt au niveau de la conception du capteur ou de la chaîne de traitement, tandis que
la formation OTSU concerne plutôt les spécifications ou l’exploitation des images.

Organisation du parcours Le parcours est organisé en trois cours. Le premier, systèmes de capture
d’images, s’intéresse à l’acquisition des images, notamment aux capteurs et à la physique de la mesure.
Il donne aussi de premiers outils pour traiter les images : transformation géométriques, dématriçage,
modèles de bruit... Ensuite, un cours présente les fondamentaux du traitement d’images. Sans être
exhaustif, il s’agit de parcourir à la fois les outils (transformée de Fourier, filtrage, optimisation) et les
tâches classiques (débruitage, segmentation, compression), avec une implémentation des principaux
algorithmes en Matlab. Un focus plus théorique est fait sur les modèles stochastiques et leur application
à la segmentation et aux textures, d’une part ; et sur les problèmes inverses, vus plutôt sous l’angle
variationnel, d’autre part. Dans ce cours, j’assure une petite moitié des enseignements, et je fais appel
à des vacataires variés (INRIA, CNRS, Airbus D&S, CNES, IRT) pour assurer le reste. Enfin, un
dernier cours, intitulé Machine learning pour l’image, couvre les aspects en lien avec l’apprentissage
automatique, que ce soit pour l’exploitation des images ou pour le traitement en lui-même. Le
but est de former les étudiants aux techniques de l’apprentissage automatique, et notamment aux
réseaux de neurones, car même pour des traiteurs d’image plutôt « physiciens » ces outils deviennent
incontournables. Là encore, le volume alloué ne permet pas d’être exhaustif, j’ai donc choisi d’aborder
5 thèmes qui me paraissent les plus importants, au travers de séances de 3 à 4 heures, mélangeant
cours et TP en Python et PyTorch. Ces thèmes sont les suivants.

1. Apprentissage non-supervisé : clustering, ACP, dictionnaires, TP de démélange hyperspectral
2. Apprentissage supervisé : KNNs, random forests, SVM, TP de classification
3. Réseaux de neurones convolutionnels, avec TP de classification
4. Détection et segmentation : présentation et test des principales architectures neuronales (U-NET,

faster RCNN, YOLO)
5. Réseaux génératifs : VAEs et GANs, application en TP pour les problèmes inverses sur MNIST

Depuis 2020, je donne un cours similaire, à l’interface entre imagerie et apprentissage, pour
la filière Science des donnée et de la décision (SDD) de l’ISAE. L’accent ici est mis surtout sur
l’imagerie, la vision et les spécificités des données image, à destination d’étudiants qui sont déjà
experts en apprentissage automatique.
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2.2.3 Intégration et transformée de Fourier

J’ai été responsable entre 2015 et 2020 du cours d’intégration et transformée de Fourier, en première
année du département 3EA. Je me suis engagé avec plaisir dans cet enseignement, car une partie
de mes travaux de thèse portent sur l’analyse harmonique et j’aime faire le lien entre les résultats
mathématiques et leurs conséquences, notamment en traitement du signal. Mais je trouve qu’il est
particulièrement difficile de concevoir des enseignements de mathématiques en première année d’école
d’ingénieur, car on se retrouve partagé entre deux tendances très différentes et parfois opposées :

• le cours de mathématiques, axiomatique et déductif, qui demande beaucoup de temps et un
gros effort d’abstraction,

• et le « cours de calcul », où l’on se contente d’apprendre des recettes de calcul qui seront utiles
dans le reste du cursus, sans se préoccuper de la construction des outils et des démonstrations.

Aucune de ces deux approches n’est satisfaisante à mes yeux : l’approche mathématique me semble
inaccessible à une bonne partie des étudiants (admis sur titres non mathématiciens par exemple) et
demande trop de temps, tandis que l’approche calculatoire passe à côté de l’essentiel : la capacité
à raisonner de manière rigoureuse, et une compréhension plus fine des outils. Pour concevoir cet
enseignement, j’ai donc constamment navigué entre ces deux tendances, pour trouver un compromis
que je trouve satisfaisant, même si l’enseignement reste difficile pour certains étudiants. Le cours
actuel comprend 6 séances de 1h45 chacune, qui abordent les notions suivantes :

1. La motivation d’une théorie ensembliste de l’intégration, les notions importantes derrière
l’intégrale de Lebesgue et une construction simplifiée de celle-ci ;

2. Les grands théorèmes de calcul intégral permettant de traiter les limites, la continuité et la
dérivation ;

3. L’intégration en dimension supérieure à 1, les théorèmes de Fubini et le changement de variable ;
4. Les séries de Fourier et leur convergence ;
5. La transformée de Fourier dans les espaces L1 et L2 ;
6. La convolution et son lien avec la transformée de Fourier.

Ce cours a évolué plusieurs fois en 5 ans : il comprenait au départ 2 séances de cours de plus, qui
me permettaient d’aborder les distributions, les distributions tempérées et de démontrer le théorème
de l’échantillonnage. Les contraintes de temps ainsi que des discussions avec mes collègues physiciens
m’ont amené à retirer certains éléments (notamment les distributions) et à en ajouter d’autres (les
séries de Fourier), pour être plus cohérent avec le reste de la formation. Je prévoyais aussi chaque
année des séances de soutien pour les admis sur titre, et un échange avec les doctorants en charge
des TDs.

Pour ce cours je suis parti de l’existant, mais j’ai fait un gros effort pour mettre un polycopié à
disposition des étudiants, ainsi qu’une banque d’exercices corrigés et d’annales. J’utilise l’application
Socrative Student lors de chaque séance de cours, en général au bout d’une heure environ. Cela
permet d’une part de faire une pause dans le déroulé du cours pour réactiver les étudiants ; et d’autre
part de mettre le doigt sur des points critiques (mes formateurs pédagogiques auraient dit des noeuds
épistémologiques) ou des hypothèses importantes que les étudiants oublient souvent dans l’application
d’un théorème. Par exemple, la différence entre les intégrabilités au sens de Rieman et de Lebesgue
pour des fonction de signe variable, l’hypothèse de bijectivité pour une application de changement
de variable, le lien entre transformée et séries de Fourier, ou la non-bijectivité de la transformée de
Fourier dans L1.
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2.2.4 Projet objet connecté

J’ai pu participer à la mise en place d’une nouvelle UE en fin de première année du cursus 3EA,
appelée « objet connecté ». Le but est de revoir et d’approfondir, au travers d’un projet pluri-
disciplinaire, les connaissances et compétences acquises dans le domaine de l’électronique et du
traitement du signal, cela afin de donner plus de sens à l’enseignement et de mieux montrer les
liens entre les différentes disciplines. C’est également une UE de pré-spécialisation, les étudiants
étant ensuite orientés préférentiellement vers le cursus électronique (il existe une UE similaire pour
le cursus en génie électrique et automatique). L’UE est enseignée en suivant une logique de type
APP (apprentissage par projet) : un sujet contextualisé mais peu directif, peu de séances de cours
classiques, un ensemble de ressources sur lesquelles s’appuyer, et du travail en groupe avec alternance
de séances tutorées et en autonomie.

Le projet consiste à réaliser un prototype de capteur photopléthysmographe (PPG), qui renseigne
sur le poul et l’oxymètrie, et qui pourrait monitorer à la maison ou de manière nomade des personnes
fragiles. Il est organisé en quatre étapes : un circuit analogique, avec une photo-diode, qui permettra
de mesurer les variations de flux sanguin à la surface du doigt ; un circuit numérique qui numérise ces
données et prépare leur transmission ; une transmission (simulée) de ces données numérisées ; et enfin
le traitement et leur analyse, notamment pour déclencher une alerte en cas de défaillance cardiaque.

La partie de traitement du signal et d’exploitation des données commence de manière assez
classique par une visualisation des signaux dans les domaines temporel et fréquentiel, suivi d’un
pré-traitement (filtrage passe-bande, filtrage du bruit d’alimentation, autres débruitages). Vient
ensuite la détection des caractéristiques des signaux PPG, notamment bien sûr les pics principaux
permettant d’évaluer la fréquence du rythme cardiaque. Enfin, une étape d’analyse statistique permet
une prise de décision du type malade/sain.

Le sujet est volontairement peu guidé : je donne une description du minimum attendu (que
j’appelle niveau 1 et que chaque étudiant doit savoir faire à l’issue du projet), et de nombreuses
options / variantes possibles, que chaque groupe réalise ou non selon ses motivations et son aisance.
Le tableau ci-dessous, extrait du sujet, donne une description synthétique de ces attentes.

Niveau 1 Niveau 2 Niveau 3

Analyse spectrale
périodogramme (fft), fe-
nêtres (hanning), zero-
padding

périodogramme cummulé
(pwelch)

autres techniques d’ana-
lyse spectrale

Filtrage filtrage RIF (conv ou fil-
ter)

design de filtres (design-
Filt et filtfilt)

détection de valeurs aber-
rantes (outliers), correc-
tion du drift

Extraction des fea-
tures

Extraction du rythme
cardiaque

Estimation de l’oxymé-
trie (cas à 2 diodes)

Extraction d’autres fea-
tures

Détection et tests
statistiques

test d’hypothèse de
Neymann-Pearson
(chi2inv, norminv)

puissance d’un test,
courbe ROC

tests de Fisher, de
Student, tests asympto-
tiques

Table 2.2 : Attendus pour la partie signal/décision du projet
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Ce projet a vu le jour en 2019, et je l’ai conçu en me basant sur plusieurs projet de traitement
du signal donnés depuis une quinzaine d’années, conçus par les membres de l’équipe SC et que j’ai
encadré pendant cinq ans. Les traitements demandés restent les mêmes : analyse spectrale, filtrage,
extraction de features et décision. Mais ces projets étaient plus guidés : si cela facilitait l’encadrement,
notamment avec des vacataires qui changent régulièrement, j’ai aussi remarqué que cela se traduisait
souvent par moins d’implication de la part des étudiants.

2.2.5 Encadrement/suivi de projets

En-dehors des enseignements classiques en présentiel, le cursus ingénieur comprend plusieurs projets,
en groupe comme en individuel, qui permettent de compléter la formation en mettant plus l’accent
sur les savoir-faire et les compétences professionnelles (gestion de projet, collaboration au sein d’une
équipe). C’est aussi un moyen pour les étudiants d’approfondir un sujet scientifique et/ou la pratique
d’une technologie qui les motive, car ils choisissent en général le sujet en fonction de leurs centres
d’intérêt et de leur projet professionnel.

Projet recherche (deuxième année). Le projet innovation recherche à l’ISAE est effectué
pendant le second semestre de la deuxième année, de manière individuelle ou en binôme, et encadré
par un chercheur en général académique. Le but pour les étudiants est de se confronter à un travail
de recherche et ses différentes étapes : bibliographie, développement, validation expérimentale,
publication et présentation. Le volume alloué est conséquent, avec une à deux demi-journées par
semaine durant le semestre, et le mois de juin entièrement consacré au projet.

Un projet similaire est proposé en seconde année à l’ENSEEIHT, la différence étant un moindre
volume (seulement une demi-journée par semaine) et un travail en groupe de 4 ou 5 étudiants. Bien
que le travail en groupe soit une compétence importante, ça ne s’est pas toujours bien passé, peut-être
car le travail de groupe dans un cadre de recherche est difficile, mais aussi parce que les groupes
étaient fixés, et comprenaient souvent des étudiants qui ne s’entendaient pas bien, ou qui n’avaient
pas les mêmes exigences.

J’ai proposé et encadré plusieurs de ces projets recherche chaque année depuis 2014, sur des sujets
divers en lien avec mes activités de recherche, dont voici quelques exemples.

• La mise au point d’une décomposition modale empirique anisotrope pour la décomposition
adaptative d’images. L’idée principale est de considérer, à la place de maxima et minima locaux,
les courbes des crêtes (ridges) et des vallées.

• Le traitement de signaux d’interférométrie optique pour la mesure de distance à haute précision.
Ces projets ont été effectués en collaboration avec Olivier Bernal, mon collègue au département
3EA de l’ENSEEIHT, qui travaille depuis longtemps sur cette technologie [Bernal et al., 2013].
Les problématiques principales concernaient le débruitage et pré-processing des signaux, l’esti-
mation de paramètres, ainsi que la détection de singularités.

• L’application de l’approche Deep Image Prior [Ulyanov et al., 2018] à des problèmes variés en
imagerie classique (déconvolution, super-résolution) et hyper-spectrale (fusion, inpainting). Le
premier projet de ce type s’est déroulé à l’ENSEEIHT avec mon collègue du CNRS Emmanuel
Soubiès, et j’ai poursuivi ces études à l’ISAE sur d’autres applications.

• Le débruitage d’images compressées, en utilisant des approches classiques mais en remplaçant
la mesure de fit, en général les moindres carrés, par une distance exploitant la parcimonie
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du bruit après quantification, ou bien par la log-vraisemblance associée au modèle « bruit +
compression » [C9].

Lorsque les étudiants étaient motivés par le sujet, les expériences se sont très bien passées, pour moi
car cela permettait de découvrir ou d’approfondir une problématique de recherche, et pour les étudiants
car cela leur donnait un aperçu du travail de chercheur. Le pourcentage d’étudiants poursuivant en
thèse, dans les domaines du traitement du signal comme de l’apprentissage automatique, étant assez
élevé (je dirais autour de 20% dans les promotions que j’ai suivies), cette première expérience de
recherche est précieuse pour les étudiants. Un autre avantage de ce type de projet est de pouvoir
poursuivre en stage d’été ou de césure, sur le même sujet ou avec le même encadrant. Cela m’est
arrivé avec plusieurs étudiants à l’ENSEEIHT comme à l’ISAE, et cela s’est toujours très bien passé.

Projet ingénierie (3ème année). Les deux écoles d’ingénieur dans lesquelles j’ai enseigné pro-
posent toutes deux un projet en fin de cursus, où le but est de répondre, en groupe, à un problème
d’ingénierie. Les séances se déroulent tout au long de l’année à l’ISAE et en fin de semestre à
l’ENSEEIHT, avec des volumes assez conséquents (environ 6 semaines de travail à plein temps).
Si les tuteurs pour de tels projets sont plutôt des clients industriels, j’ai eu l’occasion d’encadrer
deux de ces projets lors de collaborations industrielles. J’ai également chaque année participé à la
supervision et l’évaluation de ces projets. J’ai trouvé cela très enrichissant, notamment car c’est une
bonne manière pour communiquer avec les industriels, comprendre leurs attentes sur un sujet, et
éventuellement lancer une collaboration.

Hackathon. Plus récemment, j’ai eu l’occasion de participer en tant que client au Hackathon de
la filière SDD de l’ISAE-SUPAERO. Le principe est le même que pour le projet ingénierie, mais
la problématique est en général mieux cadrée car le temps est limité (en l’occurrence trois jours).
En mars 2020, j’ai proposé un sujet sur l’inpainting d’images EELS par réseaux de neurones, sur
lequel 3 équipes de 3 à 4 étudiants se sont affrontées. À cause de l’épidémie de coronavirus ce projet
s’est fait à distance, mais grâce à Slack et à l’attention de mon collègue organisateur Dennis Wilson,
le hackathon s’est parfaitement déroulé. J’ai été en particulier impressionné par certains résultats
obtenus, en un temps très court et sur un sujet (l’image) que les étudiants ne connaissaient pas bien.
Comme souvent dans des situations d’enseignement, l’émulation entre groupes et la proximité entre
étudiants et encadrants ont décuplé la motivation des étudiants.

2.3 Autres enseignements

Je présente ici les autres enseignements pour lesquels j’ai donné des cours et des TDs, mais sans
concevoir les enseignements, ou alors uniquement à la marge (exercices pour examen, etc). Ce type
d’enseignement requiert donc moins d’implication, mais reste intéressant car il permet de découvrir
ou d’approfondir des disciplines, de rencontrer d’autres collègues, d’autres publics, de pratiquer
d’autres formes d’enseignement, etc.

Big Data & Cloud Cet enseignement de 25 heures, destiné aux étudiants de la filière OTSU,
introduit les outils de calcul et d’analyse de données utilisées dans le monde industriel. Les trois parties,
complémentaires, concernent le cloud computing, le big data, et une introduction à l’apprentissage
automatique par réseaux de neurones. Des BEs sur la plateforme de cloud de Google, GCP, permettent
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aux étudiants de mettre en œuvre les outils présentés sur des problèmes simples mais variés. On peut
citer l’augmentation d’une base de données avec SPARK et un cluster GCP, ou bien la détection
d’avions dans des images satellites en utilisant des CNNs, toujours avec GCP.

Traitement du signal Chaque année à l’ENSEEIHT j’ai enseigné le traitement du signal en
première année, en prenant en charge le projet, les TDs ou le cours. Le contenu concerne les
bases théoriques du traitement du signal déterministe, et notamment la transformée de Fourier,
l’échantillonnage et la quantification, l’autocorrélation. Une ouverture est faite vers le traitement des
signaux aléatoires, qui sera approfondi en seconde année. Ce cours permet de faire de nombreux liens
entre les notions abordées en intégration et en probabilités.

Les projets de traitement du signal en première année sont l’occasion de mobiliser ces compétences
en signal (filtrage, analyse spectrale) et en statistiques (détection, tests, estimation), en réponse à un
problème concret et utilisant des données réelles.

Probabilités J’ai également participé à l’enseignement des probabilités dans différentes filières à
l’ENSEEIHT, en première ou seconde année. Depuis 2018, au département 3EA, les probabilités sont
associées à l’intégration, et sont enseignées dès le début de la seconde année.

Le contenu est assez standard pour des élèves ingénieurs : des rappels étendus sur les probabilités
discrètes, puis l’introduction des variables aléatoires à densité. Comme pour l’intégrale de Lebesgue,
on se concentre ici sur les aspects pratiques, tout en expliquant au mieux les aspects ou difficultés
théoriques (tribu borélienne, mesurabilité). On voit ensuite le cas de la dimension 2 ou plus, et le
changement de variable que les étudiants viennent de voir en intégration. On approfondit ensuite
l’étude des vecteurs aléatoires gaussiens, pour finir en évoquant différentes notions de convergence et
en établissant le théorème central limite.

Ce enseignement, plutôt théorique, est associé à quelques séances de BE sur Matlab qui permettent
de simuler des variables aléatoires et d’observer certains phénomènes vus en cours.

Matlab J’ai encadré pendant plusieurs années des travaux pratiques en Matlab en première
année. L’objectif était de se familiariser avec le calcul numérique (manipuler vecteurs et matrices), et
découvrir les fonctions principales de Matlab, notamment la génération de graphiques. À l’ENSEEIHT
le sujet des TPs portait sur des applications de probabilités et statistiques, c’était donc également
l’occasion de réviser les notions d’estimation, de convergence, de biais et de variance d’un estimateur,
etc.

2.4 Autres activités

En-dehors de l’enseignement proprement dit, j’ai également participé ou pris en charge des tâches
administratives ou collectives qui font partie du travail de tout enseignant-chercheur, que je décris
bièvement ci-dessous.

Responsabilité des stages Depuis 2020, je suis responsable des stages de fin d’étude pour le
parcours SDD de l’ISAE, qui rassemble environ 60 étudiants chaque année. Le travail consiste à
assister les étudiants dans leur recherche de stage, valider le contenu pédagogique des sujets de stage,
et organiser le suivi ainsi que les soutenances. Bien que cela représente un pic d’activité pendant
les soutenances (septembre-octobre) ainsi que pendant la recherche de stages et l’établissement des
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conventions (novembre-février), cette tâche est intéressante car elle renseigne sur les possibilités de
carrière des étudiants, très variées, et leur lien avec la formation.

Évaluation et suivi des stages et des projets Je suis référent chaque année pour plusieurs
élèves pour leur stage de fin d’études ou leur contrat professionnel. Lorsque tout se passe bien la
charge de travail est modeste, mais consiste quand même, en tout cas pour les contrats professionnels,
à faire une visite dans l’entreprise partenaire. Concernant les soutenances de stages et de projets, j’ai
participé chaque année à l’ENSEEIHT à toutes les soutenances pour les étudiants du parcours TSI :
soutenances de stage de fin d’étude, de stage de deuxième année, de projet industriel, et de projet
long.

Responsabilités de modules Comme évoqué précédemment, j’ai été ou suis encore responsable
de quatre modules ou UEs assez variées : une UE de mathématiques pour l’ingénieur en première
année, une UE de pré-spécialisation en seconde année, les projets industriels en fin de seconde année,
et le module d’imagerie en fin de cursus à l’ISAE-SUPAERO.

Réformes de l’offre de formation L’ENSEEIHT a engagé pour la rentrée 2017 une grande
réforme de son offre de formation pour le cursus ingénieur sous statut étudiant, qui a impacté tous
les parcours et toutes les années. À ce titre, j’ai participé bien sûr à l’élaboration du nouveau cursus
signal/image appelé ARTIS, mais aussi à un groupe de travail inter-département, dont le but était
d’élaborer un programme commun pour les deux UEs de mathématiques en première année. Cela n’a
pas été sans mal, car les besoins et les habitudes étaient très différents, entre des départements aussi
divers que les départements d’électronique, de mécanique des fluides ou d’informatique. Mais nous
avons convergé vers un contenu commun, tout en autorisant des libertés dans la mise en oeuvre au
sein de chaque département.

Plus récemment, je représente depuis la rentrée 2019 l’ISAE-SUPAERO au sein de la graduate
school ANITI, dont le but est de développer la formation en IA sur le site toulousain, et d’attirer des
étudiants brillants vers des doctorats en intelligence artificielle, adossés à des chaires ANITI. Pour
cela, la graduate school recense et labellise l’offre de formation du site en intelligence artificielle, et
attribue des bourses conséquentes pour une vingtaine d’étudiants en master chaque année.

Charges collectives Comme tout enseignant-chercheur, j’ai également participé aux charges
collectives au sein de mon établissement, concernant notamment le recrutement et l’évaluation. J’ai
ainsi participé une fois à la commission d’évaluation des enseignants chercheurs, à un comité de
sélection interne, et chaque année aux campagnes de recrutement des ATERs.

Encadrement Lors de mes dernières années à l’ENSEEIHT, nous étions responsables avec mes
collègues Marie Chabert et Nicolas Dobigeon de nombreuses heures d’enseignement, en mathématiques
et en signal/image, dans le tronc commun de la formation ingénieur et au sein de l’option TSI.
Nous avons donc fait massivement appel à des vacataires, DCCEs et ATERs pour assurer tous ces
enseignements. J’ai donc eu l’occasion de superviser ces vacataires, pour la plupart des doctorants de
l’équipe, pour les TDs ou TPs dont j’étais responsable (Intégration, traitement d’images), mais aussi
parfois pour des enseignements dans lesquels aucun permanent n’était impliqué.
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Activités de recherche

Mes thématiques de recherche concernent d’abord le traitement du signal et des images, mais aussi
la science des données et l’apprentissage automatique. Après ma thèse, où j’ai étudié de manière
plutôt théorique l’approximation et la séparation des signaux multicomposantes par des techniques
temps-fréquence ou temps-échelle, je me suis confronté à l’analyse et au traitement de données réelles
assez différentes, allant des images médicales aux images satellitaires, en passant par les historiques
de consommation. Les méthodologies employées reposent à la fois sur des modélisations physiques
(e.g., le processus d’acquisition), des modélisations statistiques (e.g., la nature du bruit) ainsi que
l’utilisation d’algorithmes d’inférence ou d’optimisation. Par ailleurs, ces problèmes d’estimation ou
d’optimisation étant en général mal posés, il est nécessaire d’identifier la structure fine des données,
que l’on incorpore ensuite dans la résolution au moyen d’un a priori bayésien ou d’une régularisation.
Cette structure repose souvent sur une hypothèse de parcimonie dans un certain espace, ou de rang
faible. Enfin, lorsqu’une telle structure n’est pas connue d’avance, il est possible de l’apprendre à
partir d’un jeu de données représentatif, ou bien des données que l’on veut traiter elles-mêmes.

De par la variété des méthodologies et des données que j’ai pu étudier, mes recherches sont intrin-
sèquement inter-disciplinaires, à la frontière entre traitement du signal et de l’image, mathématiques
appliquées, statistiques et informatique. Je détaille ci-dessous les principaux axes méthodologiques
auxquels j’ai contribué jusqu’à aujourd’hui, ainsi qu’un panorama des applications considérées, où
l’imagerie tient une place importante. J’ajoute que cette séparation entre contributions méthodo-
logiques et applicatives peut paraître artificielle, car travailler sur une application donnée permet
souvent de définir un nouveau problème méthodologique et de proposer une solution. Et inversement,
une contribution méthodologique doit en général être motivée par des applications et validée sur des
données réelles. Mais, en plus de faciliter la structuration de cette présentation, cette distinction met
en lumière des objectifs différents, qui s’adressent à des communautés scientifiques distinctes, ce que
l’on voit dans les titres des journaux dans lesquels sont publiés ces travaux.

3.1 Analyse temps-fréquence instantanée

Ce thème de recherche, que j’ai commencé durant ma thèse, concerne la représentation de signaux
en temps et en fréquence, à la manière d’une partition décrivant l’agencement temporel des diffé-



Chapitre 3. Activités de recherche

rentes notes. Les transformations classiques sont la transformée de Fourier à court terme (TFCT)
[Gabor, 1946] et la transformée en ondelettes continue (TOC) [Grossmann and Morlet, 1984], qui
opèrent dans un cadre bien établi mais sont toutes deux soumises au principe d’incertitude dit de
Heisenberg-Gabor. Ce résultat empêche la définition d’une fréquence instantanée pour tout temps,
notion pourtant intuitive et attirante si l’on songe à l’exemple de la partition musicale. Ce thème de
recherche s’est intéressé à la construction de représentations temps-fréquence instantanée, en tentant
de fusionner l’analyse temps-fréquence classique avec la théorie du signal analytique [Ville, 1948].
Ce champ de recherche était déjà très actif dès les années 1990 [Delprat et al., 1992], voire depuis
les travaux de Gabor, mais il a connu un certain regain d’intérêt dans les années 2000 grâce à deux
nouvelles transformations : la décomposition modale empirique et le synchrosqueezing.

Décomposition Modale Empirique (EMD)

Mes premiers travaux de thèse ont porté sur une technique moins conventionnelle appelée décom-
position modale empirique (EMD), que l’on doit à N.E. Huang et al. [Huang et al., 1998], et qui
a été étudiée en détail par Patrick Flandrin et Gabriel Rilling à l’ENS Lyon [Flandrin et al., 2004,
Rilling and Flandrin, 2008]. Le principe est de décomposer un signal en une somme de composantes
appelées modes, qui peuvent s’interpréter comme des ondes modulées. La décomposition, entièrement
adaptative, est basée sur la détection des extrema, la construction d’enveloppes par interpolation et le
calcul de la moyenne des enveloppes, interprétée comme une moyenne locale. La soustraction itérative
de cette moyenne locale (appelée tamisage) donne une fonction localement oscillante autour de 0, et
pour laquelle on peut donc associer une notion d’amplitude et de fréquence instantanée, par exemple
avec la technique bien établie du signal analytique [Picinbono, 1997, Picinbono and Martin, 1983].
Itérer le processus sur le résidu donne une décomposition multi-échelle adaptative.

Mes premiers travaux ont tenté de modifier l’EMD pour la rendre mieux posée mathématiquement.
En effet, la définition algorithmique de l’EMD empêche toute analyse théorique, et l’on ne sait même
pas assurer l’existence de la décomposition ni la convergence des itérations de tamisage. Dans [J20],
nous avons remplacé ce processus itératif par une version mieux posée, où la moyenne locale est
cherchée dans une base de splines, de manière à minimiser un critère de régularité, tout en satisfaisant
des contraintes de quasi-symétrie de l’enveloppe. La contrainte de symétrie des enveloppes ne pouvant
pas être imposée strictement, nous l’avons relaxée en estimant à l’avance la position des extrema.

Réallocation et Synchrosqueezing

Dans un second temps, nous nous sommes intéressés aux représentations temps-fréquence et temps-
échelle des signaux multicomposantes, en proposant des stratégies pour identifier et séparer les
modes à partir de ces représentations. Nous nous sommes particulièrement intéressés à des tech-
niques appelées réallocation [Kodera et al., 1976, Auger and Flandrin, 1995] et synchrosqueezing
[Daubechies and Maes, 1996], et qui consistent à déplacer les coefficients de la TFCT ou de la TOC
pour obtenir une représentation plus compacte, mieux concentrée autour des crêtes de fréquences
instantanées, appelées couramment ridges. Dans un article à fort impact [Daubechies et al., 2011],
Hau-Tieng Wu et Ingrid Daubechies ont montré qu’il était possible de garantir l’identification
et la séparation de modes modulés en amplitude et en fréquence (AM/FM) à partir d’une telle
transformée, dès lors qu’ils étaient séparés dans le plan temps-échelle et que leurs modulations
d’amplitude et de fréquence étaient faibles. En d’autres termes, la transformée synchrosqueezing
(SST) semblait permettre à la fois de contourner le principe d’incertitude, et de mener à des garanties
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de reconstruction. Nous avons tenté d’appliquer ce résultat important et d’en tester ses limites,
notamment concernant l’estimation des ridges et la reconstruction des modes [C25], et l’avons adapté
au cas de la TFCT [C21]. Puis nous nous sommes concentrés sur l’hypothèse de faible modulation,
qui nous a semblé très voire trop restrictive pour des signaux réels [J18, C23]. Nous avons ainsi
proposé de modifier l’estimateur de fréquence instantanée en tenant compte de la dérivée seconde
de la phase, appelée communément chirp-rate [J16, C14]. Cette approche a ensuite été analysée de
manière rigoureuse dans [J12], qui adapte le résultat d’approximation de [Daubechies et al., 2011] à
cette nouvelle transformation. J’ai noté depuis que plusieurs travaux avaient proposé dans d’autres
cadres des estimateurs du chirp rate similaires, comme [Marchand and Depalle, 2008] par exemple.
Des transformées SST prenant en compte des ordres supérieurs ont ensuite été proposées dans
[Pham and Meignen, 2017]. La Figure 3.1 montre l’application de ces techniques à un signal d’onde
gravitationnelle mesuré par les collaborations LIGO et Virgo [Abbott et al., 2016].
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Figure 3.1 : Illustration du synchrosqueezing d’ordre 2 en ondelettes sur un signal d’ondes gravi-
tationnelles (Source : [J8]). À gauche : transformée en ondelettes continue (haut) et transformée
synchrosqueezing d’ordre 2 (bas). À droite : extraction du signal gravitationnel et comparaison avec
le modèle astrophysique (haut), à partir du signal mesuré après pré-traitement (bas)

Segmentation temps-fréquence

Les transformées réallouées, bien que mieux fondées mathématiquement et simples à calculer, me
semblent souffrir de deux limitations importantes. D’une part, les théorèmes d’approximation tels
que [Daubechies et al., 2011] pourraient être tout aussi bien formulés pour des représentations non
réallouées, en tenant compte de leur redondance. D’autre part, il n’y a pas d’évidence expérimentale
de la supériorité des transformées réallouées. Certes, elles sont plus compactes, plus parcimonieuses,
peut-être plus agréables ou plus lisibles pour un oeil humain, meilleures aussi au sens de l’entropie
de Rényi [Baraniuk et al., 2001]. Mais pour un algorithme il n’est pas clair que les transformées
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réallouées soient plus faciles à analyser. Il n’est pas certain par exemple que la tâche, cruciale, de
détection des ridges, soit facilitée par la réallocation, ce qui fait douter certains de l’intérêt de la
réallocation et du synchrosqueezing [Iatsenko et al., 2015].

Je partage en partie ces interrogations, et certains de mes travaux actuels, en particulier au sein
du projet collaboratif ANR ASCETE, tentent justement d’évaluer de manière objective l’intérêt
de la réallocation sur des tâches applicatives comme en séparation de sources [C3]. Par ailleurs,
nous essayons depuis plusieurs années d’exploiter les techniques mises en œuvre dans la réallocation,
notamment le calcul exact des dérivées de la phase, pour identifier directement les ridges et reconstruire
les modes. Ainsi nous avons proposé dans [C20] de calculer la Hessienne du log-spectrogramme de
manière exacte, ce qui peut être fait grâce aux opérateurs de réallocation du second ordre. Nous
pouvons ainsi extraire les ridges de manière très fine (les ridges étant définis comme les maxima
locaux dans la direction de courbure principale). Nous avons comparé également différentes méthodes
de reconstruction des modes : approximation directe sur le ridge basée sur la phase stationnaire
[Delprat et al., 1992], ou inversion de la transformée seuillée sur un domaine autour du ridge. Dans ce
dernier cas, il est encore possible d’utiliser le champ de réallocation pour calculer le domaine que l’on
souhaite sélectionner autour du ridge, parfois dénommé « bassin d’attraction ». Une autre approche
a été développée parallèlement par Patrick Flandrin, la segmentation temps-fréquence étant cette fois
effectuée uniquement d’après les zéros du spectrogramme [Flandrin, 2015]. Dans un travail commun
[J15] nous avons comparé ces deux approches, qui sont illustrées sur la Figure 3.2. Si l’approche
par détection de ridges permet une meilleure précision dans le cas de modes très structurés (des
ondes modulées), l’approche basée sur les zéros est bien plus flexible, et permet d’extraire des motifs
quelconques, comme par exemple la couronne circulaire, créée dans le plan temps-fréquence par une
fonction de Hermite.
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Figure 3.2 : De gauche à droite : un signal synthétique avec du bruit gaussien (SNR = 10 dB), les
ridges et leurs bassins d’attraction, et la segmentation calculée d’après les zéros du spectrogramme et
une triangulation de Delaunay (Source : [J15]).

Fréquence instantanée en dimension 2

Un dernier axe au sein de ce thème de recherche a consisté à étendre certains outils d’analyse
temps-fréquence instantanée en dimension 2, pour l’analyse d’images. Lors de ma thèse et grâce à une
collaboration avec Marianne Clausel, nous avons proposé une transformée en ondelettes monogène
réallouée [J17]. La principale difficulté dans ce travail est d’étendre la théorie du signal analytique en
dimension 2 ou plus. Le signal monogène [Felsberg and Sommer, 2001] basé sur la transformée de
Riesz est l’extension qui nous a paru la plus naturelle, et qui avait d’ailleurs déjà été appliquée avec
succès à la transformée en ondelettes [Olhede and Metikas, 2009, Unser et al., 2009]. Nous avons
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prouvé un théorème analogue à [Daubechies et al., 2011] pour une superposition d’ondes harmoniques
faiblement modulées, et séparées en fréquence (scalaire). Même si la notion d’onde modulée est
moins intuitive en 2D, ces travaux pourraient s’appliquer à des modalités d’imagerie particulières,
comme l’analyse de franges d’interférences ou l’imagerie polarimétrique. Mais le synchrosqueezing
en dimension 2 se heurte aux mêmes limitations qu’en dimension 1, qui deviennent même plus
prégnantes. La question de comment détecter efficacement un ridge dans le domaine 3D espace-échelle
n’est pas triviale. Et, si l’on a fait une réallocation anisotrope (en gardant deux composantes de
fréquence), l’espace devient même de dimension 4.

3.2 Problèmes inverses en imagerie multivariée

Dans beaucoup de modalités d’imagerie, les données recherchées ne sont pas mesurées directement,
mais au travers d’opérateurs qu’on cherche à inverser, on parle alors de problèmes inverses. C’est le
cas de la tomographie où l’on ne mesure que des atténuations radiales ou de l’électro-encéphalographie
où l’activité électrique mesurée sur le scalp doit être reconstruite sur le cortex. Dans de nombreux cas
l’opérateur d’observation est connu avec précision mais n’est pas inversible ou souffre d’un mauvais
conditionnement. Une régularisation est alors nécessaire, soit sous la forme d’une fonctionnelle
favorisant un certain type de solutions (norme `1 pour favoriser la parcimonie par exemple), soit sous
la forme d’un a priori, c’est-à-dire un modèle probabiliste que l’on incorporera dans un estimateur
bayésien.

J’ai d’abord travaillé sur cette thématique lors de mon post-doctorat à Inria Rennes, dans le
contexte de la fusion de données pour l’imagerie cérébrale. Il s’agissait de combiner deux modali-
tés d’imagerie : l’électro-encéphalographie (EEG) à haute résolution temporelle, et l’imagerie par
résonance magnétique fonctionnelle (fMRI) à haute résolution spatiale, pour reconstruire l’activité
électrique du cortex avec une bonne précision spatiale et spectrale. J’ai travaillé ensuite à l’IRIT
sur un problème très similaire en observation de la Terre, qui consiste à reconstruire une image
hyperspectrale à haute résolution spatiale et spectrale à partir d’un couple d’observations, chacune
étant dégradée dans l’une de ces deux dimensions. La résolution de ce type de problème est similaire
à celle de tous les problèmes inverses, la particularité résidant dans le fait que les régularisations
peuvent être informées par l’autre modalité.

En-dehors de cet aspect fusion et multi-modalité, j’ai également travaillé sur d’autres problèmes
inverses (EEG seul, inpainting), mais toujours dans le cadre de l’imagerie multi-variée, où en chaque
position spatiale on acquiert un vecteur de données, correspondant à un échantillonnage du temps
(EEG, TEP) ou du spectre électromagnétique (imagerie hyperspectrale, spectroscopie). Les deux
paragraphes suivants décrivent plus en détail quelques travaux autour de deux problématiques
concernant ces images multi-bandes : la recherche d’une bonne régularisation structurée d’une part,
et la fusion de données d’autre part.

Régularisations structurées

Pour régulariser les images hyperspectrales dans des problèmes inverses, on aimerait disposer d’infor-
mations sur la structure spatiale-spectrale des données, voire dans l’idéal d’un modèle probabiliste.
Malheureusement il existe peu de tels modèles, et l’on doit souvent combiner des informations spatiales
et spectrales de manière relativement indépendante. Dans le cadre d’une étude CNES sur le débruitage
d’images hyperspectrales, puis d’une thèse sur l’inpainting hyperspectral en spectro-microscopie, je
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Figure 3.3 : Illustrations de deux images multi-bandes de nature très différente : une image
hyperspectrale d’observation de la Terre à gauche, un spectre-image de perte d’énergie à droite
(Sources : Wikipedia et [Monier, 2020]).

me suis intéressé à l’identification de « bonnes » régularisations pour ce type d’images.
Concernant la régularisation spectrale, nous avons évalué différentes méthodes basées sur la

réduction de dimension, ou la factorisation de rang faible. La technique la plus simple est l’analyse
en composantes principales, qui permet facilement d’identifier un sous-espace dans lequels la repré-
sentation des données est optimale (ou, de manière équivalente, la variance projetée est maximale).
Nous avons comparé son intérêt par rapport à d’autres techniques, par exemple minimum Noise
fraction (MNF) [Lee et al., 1990] ou des paradigmes de démélange (cf. section 3.3), observant que
l’ACP semblait toujours la plus efficace. Une difficulté toutefois se pose dans le cas où le nombre de
pixels n’est pas d’un ordre de grandeur de plus que le nombre de bandes, ce qui arrive fréquemment
en astronomie ou en spectromicroscopie. Dans ce cas, la matrice de covariance empirique étant un
estimateur contenant une forte variance, les valeurs propres présentent un profil dégénéré, et ne
sont plus un bon estimateur de la puissance dans chaque composante de l’ACP. Nous avons dans
[J11] proposé une solution basée sur un estimateur plus robuste des valeurs propres, combiné à une
régression isotonique.

Concernant la régularisation spatiale, si l’on considère des régularisations basées sur la parcimonie,
le cadre multivarié mène naturellement à une parcimonie groupée ou structurée. Par exemple, la
variation totale, couramment utilisée pour promouvoir des gradients parcimonieux, s’étend faci-
lement pour des images couleurs ou multi-bandes en une version appelée vector total variation
[Blomgren and Chan, 1998], au moyen de la norme `12 [Kowalski, 2009]. Cette même norme est
utilisée en EEG pour imposer la parcimonie groupée, forçant chaque source à être soit active soit
totalement nulle sur toute la durée d’une fenêtre temporelle [Gramfort et al., 2012]. En notant X la
donnée recherchée, les lignes et colonnes de la matrice représentant respectivement les dimensions
spatiale et spectrale (ou temporelle), une telle régularisation s’écrit

ϕ(X) = ‖X‖12 =
∑
i

∥∥∥Xi
∥∥∥ . (3.1)

Une problématique structurante a consisté à chercher de meilleures régularisations que la norme `12.
En effet, de même que la norme `1 est connue pour biaiser la solution en sous-estimant les amplitudes
réelles, la norme `12 favorise effectivement la parcimonie groupée mais sous-estime la puissance de
chaque source, ce qui dégrade fortement la reconstruction. C’est particulièrement visible lorsque
les sources possèdent une grande dynamique, les fortes amplitudes étant très dégradées, à cause du
terme `2.

Dans le cadre de la fusion EEG–fMRI [C19], j’ai testé plusieurs régularisations non-convexes
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alternatives, basées sur des seuillages comme le SCAD [Antoniadis and Fan, 2001] ou le non-negative
garrote [Gao, 1998], introduits originellement pour le débruitage par ondelettes. L’intérêt de ces
seuillages est qu’ils sont les opérateurs proximaux de fonctions simples. Malgré le fait qu’elles soient
non-convexes, l’algorithme du gradient proximal converge toujours vers un point stationnaire, qui en
pratique donne souvent une bonne solution [Kowalski, 2014]. Lors de mon post-doctorat la question
de la convergence pour des fonctions de seuillages arbitraires n’était pas encore tranchée, mais elle
l’a été depuis, notamment par [Bolte et al., 2014], même si l’on a aucune garantie sur la qualité de
ce point stationnaire contrairement à d’autres approches comme [Soubiès et al., 2015].

Un second type de formulation évitant ce biais consiste à utiliser une résolution par algorithmes
« Markov chain Monte Carlo » (MCMC). Ces algorithmes d’inférence bayésienne consistent à échan-
tillonner la distribution postérieure, ce qui permet de calculer des estimateurs comme le minimum
mean square error (MMSE) ou le maximum a posteriori (MAP). Lors de mon arrivée à l’ENSEEIHT,
j’ai participé à des travaux en EEG consistant à remplacer l’a priori Laplacien par un Bernoulli-
Laplacien, forçant explicitement la parcimonie groupée de la solution inférée [J14]. En-dehors d’un
temps de calcul élevé, j’ai ainsi pu apprécier les avantages des méthodes MCMC, comme le fait de
disposer d’informations détaillées concernant la distribution postérieure, ainsi qu’une absence de
paramétrage si l’on a choisi des hyperpriors appropriés. L’approche s’est révélée aussi suffisamment
souple pour permettre, en plus de la résolution du problème inverse classique, une estimation de la
conductivité du crâne [J13].

Enfin, un dernier moyen simple de contourner le problème du biais est le « refitting » : on utilise
d’abord une régularisation convexe comme les normes `1 ou `12, on identifie le support (les coefficients
non nuls de la solution), puis on refait une estimation réduite à ce support, sans régularisation.
Dans le cadre de l’inpainting en spectromicroscopie, nous avons proposé d’utiliser la parcimonie
groupée dans le domaine de la DCT, en utilisant d’abord une simple norme `12 [J6]. Nous avons
tenté d’améliorer l’estimation avec des techniques de refitting, ce qui s’est avéré parfois intéressant,
notamment lorsqu’on a utilisé la technique proposée par [Deledalle et al., 2021].

Régularisations informées pour la fusion

Je me suis particulièrement intéressé au cas de l’imagerie multivariée, par exemple l’imagerie
hyperspectrale, où la connaissance sur l’image à reconstruire est de deux ordres : une cohérence
spatiale, et une redondance spectrale. J’ai ainsi travaillé sur des régularisations spatiales et spectrales,
et sur les algorithmes d’optimisation ou d’inférence associés pour résoudre le problème inverse
correspondant [J11]. Dans le cas particulier de la fusion d’images multivariées où l’on dispose de
deux observations dégradées dans chacune des deux dimensions, j’ai travaillé sur la mise au point de
régularisations informées, où l’on incorpore les détails spatiaux ou spectraux estimés à partir des
observations pour régulariser le problème, comme illustré sur la Figure 3.4. Ce travail sera détaillé
dans le Chapitre 6.

Fonction coût et vraisemblance

La régularisation est bien sûr un élément essentiel pour la résolution des problèmes inverses. Mais
l’autre constituant, c’est-à-dire le terme d’attache aux données pour les méthodes variationnelles,
ou la vraisemblance pour les méthodes bayésiennes, a également une influence significative. Étudier
l’influence du choix de la divergence utilisée dans ce terme est une problématique transverse qui
occupe une place importante dans la littérature, et qui m’a beaucoup intéressé.
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Figure 3.4 : Reconstruction d’une image hyperspectrale haute résolution à partir de deux observations
dégradées spatialement et spectralement. Comparaisons entre la vérité terrain, l’observation et la
reconstruction, dans les domaines spatiaux (gauche) et spectraux (droite). Image simulée d’astronomie
infrarouge extraite d’une soumission au colloque GRETSI [Guilloteau et al., 2019].

Mes premiers travaux dans ce domaine ont concerné le débruitage d’images préalablement
compressées, qui contiennent donc à la fois des artefacts de compression mais aussi un bruit résiduel.
C’est un problème important en imagerie satellite, car le débruitage n’est pas fait à bord pour des
raisons de complexité algorithmique, la compression doit donc se faire sur l’image bruitée. Mais
ce paradigme est également valable pour tous les signaux numériques car ils ont subi une étape
de quantification, il a par exemple beaucoup étudié dans le cadre de l’échantillonnage compressé
[Jacques et al., 2010]. Avec François Malgouyres de l’IMT, nous avons comparé dans [C9] trois termes
d’attache aux données pour cette tâche : les moindres carrés, la log-vraisemblance qui est explicite dans
le cadre d’une compression par transformée puis quantification comme JPEG [Zymnis et al., 2009],
ainsi que la norme `1 d’un seuillage doux. Nos expériences ont montré des différences entre ces
trois termes, mais qui ne penchaient pas de manière systématique en faveur de l’une ou l’autre des
méthodes. D’autres travaux ont montré des différences plus significatives en utilisant une meilleure
régularisation basée sur un CNN [González et al., 2018].

Nous avons également étudié cette question au cours de la thèse de Yanna Cavalcanti, qui a
proposé un modèle de démélange pour l’imagerie TEP dynamique tenant compte de la variabilité
spatiale des facteurs, qui sera présenté dans le Chapitre 5. Les modalités d’acquisition en TEP
font que la statistique du bruit n’est pas bien connue, et donc plutôt que de partir du modèle de
bruit, nous avons considéré une famille de fonctions-coût appelée β−divergences, qui avait déjà été
popularisée pour la séparation de sources audio par NMF [Févotte and Idier, 2011]. Les résultats
expérimentaux ont montré [J9] que certaines valeurs de β permettaient d’améliorer significativement
les résultats de démélange. De plus, ces valeurs de β, autour de 0.5 à 1, étaient cohérentes avec la
nature supposée du bruit dans les données TEP utilisées.

Enfin, plus récemment, c’est une question que nous avons étudié, toujours avec Cédric Févotte,
dans le cadre de la reconstruction de phase en audio. De nombreuses applications de traitement
de la musique ou de la parole opèrent sur le spectrogramme, et utilisent ensuite un algorithme
de reconstruction de phase pour la STFT, comme celui dit de Griffin-Lim [Griffin and Lim, 1984].
Dans [J1], nous avons proposé une méthode de reconstruction de phase formulée à l’aide de divergences
de Bregman, une famille de divergences qui inclut notamment les β−divergences. Nous avons dérivé
deux algorithmes, par descente de gradient et ADMM, et avons évalué expérimentalement l’influence
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de la divergence.

3.3 Apprentissage de représentations

En général rattaché au domaine de l’apprentissage automatique (machine learning), l’apprentissage
de représentations doit également beaucoup à la communauté du traitement du signal et de l’image.
En effet, comme on l’a vu à la section précédente, une classe particulièrement efficace de régularisation
est basée sur la parcimonie, i.e., la capacité d’une donnée à être représentée dans un certain espace
avec peu de coefficients non nuls. Un grand champ de recherche s’est ainsi consacré à construire
des représentations parcimonieuses pour une classe de signaux ou d’images donnée. Les premières
approches faisaient le lien entre des espaces fonctionnels et la décroissance des coefficients de certaines
représentations (par exemple, le lien entre les espaces de Sobolev et la transformée de Fourier, ou
les espaces de Besov et les bases d’ondelettes [Chambolle et al., 1998, Mallat, 1999]). Puis assez
rapidement est venue l’idée qu’il était souvent plus efficace de trouver un espace de représentation
adapté à une image, en l’apprenant directement d’après les données. C’est l’idée notamment de
l’apprentissage de dictionnaire, qui apprend un dictionnaire de patches directement sur l’image à
traiter et dont l’algorithme le plus connu est appelé K-SVD [Aharon et al., 2006].

Pour des données multivariées moins structurées, l’apprentissage de représentations permet
d’identifier une structure sous-jacente, plus « simple » que l’espace ambiant dans lesquelles vivent les
données. Ce peut être un sous-espace affine, un simplexe, une variété... On parle aussi de modèles
de facteurs latents, qui sont une formulation générale de réduction de dimension et de séparation
de sources. Considérons des données multi-dimensionnelles que l’on range dans une matrice Y, les
colonnes correspondants aux observations et les lignes aux variables. On suppose de plus que ces
données ont une structure particulière, qui fait qu’elles peuvent être décrites par un petit nombre de
paramètres θ. L’analyse de telles données requiert alors l’estimation de ces paramètres, sachant que
l’on observe en général une version bruitée voire dégradée :

Y ∼ P(X(θ)),

P étant un modèle probabiliste caractéristique des données et/ou du système de mesure, comme une
loi de Poisson pour des données de comptage ou une loi normale pour du bruit Gaussien. Identifier les
paramètres θ est fondamental à la fois pour l’analyse des données, mais aussi pour leur traitement, car
cela permet de réduire la dimension ou la complexité, et/ou de régulariser un problème éventuellement
mal posé.

Un exemple célèbre d’un tel modèle est donné par la factorisation en matrices non-négatives
(NMF) [Lee and Seung, 1999], qui a eu un impact considérable dans de nombreux domaines. La
NMF décompose les données en un produit de matrice positives : X = MA, la positivité forçant
une représentation par parties des données. La matrice M représente des éléments caractéristiques
(dictionnaire), chaque observation s’écrivant comme une combinaison linéaire dont les coefficients sont
donnés par A. Un autre exemple particulièrement utilisé en imagerie hyperspectrale est le modèle de
mélange linéaire, où l’on impose en plus une représentation exhaustive, c’est-à-dire que les colonnes
de A somment toutes à 1. Mes contributions ont à voir avec ces deux paradigmes, et sont brièvement
décrites ci-dessous.
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Démélange non-linéaire en imagerie TEP dynamique

J’ai travaillé sur des modèles de mélange plus complexes, où les signatures M peuvent varier
spatialement [J10] avec des statistiques de bruit fortement non Gaussiennes [J9]. La méthodologie
est assez similaire à celle des problèmes inverses et de l’estimation bayésienne, mais le problème
d’optimisation est cette fois fortement non-convexe, et la solution dépend fortement de l’initialisation.
Ces contributions sont présentées en détail dans le Chapitre 5.

Modèles bayésiens de NMF pour la recommandation

Les systèmes de recommandation sont un domaine d’application important de la NMF. Recommander
un contenu à un utilisateur d’après ses interactions passées au sein d’un catalogue de produits est
un problème crucial pour de nombreux acteurs économiques, qui a attiré beaucoup d’attention avec
l’avènement des plate-formes de streaming audio ou vidéo au début des années 2000. La recomman-
dation basée sur les seules interactions passées est appelée filtrage collaboratif, par opposition à
la recommandation basée contenu qui utilise des données additionnelles sur les utilisateurs ou les
produits. L’utilisation de la NMF pour le filtrage collaboratif est devenue une référence depuis le
prix Netflix gagné par Bell et Koren en 2007 [Bell and Koren, 2007]. L’idée principale est que les
préférences de chaque utilisateur peuvent être résumées par quelques dizaines de facteurs latents, de
manière additive et linéaire, d’où le modèle NMF.

Grâce à Cédric Févotte, j’ai eu la chance de travailler sur ce sujet dans le cadre de la thèse
d’Olivier Gouvert. Nous nous sommes en particulier intéressés au cas des données de streaming
musical. La particularité de ces données est qu’elles sont implicites : la plate-forme dispose du nombre
d’écoutes pour chaque couple (utilisateur, titre) mais pas d’une note explicite, même si un grand
nombre d’écoute signifie une certaine préférence. Dans la littérature, ces données implicites sont en
général binarisées, le nombre d’écoute étant potentiellement utilisé comme poids dans un modèle de
MF pondérée [Hu et al., 2008]. Plus étonnant, certaines méthodes de NMF bayésiennes comme la
factorisation Poisson [Gopalan et al., 2015] n’utilisent tout simplement pas ce nombre d’écoutes.

Notre but était de développer des modèles bayésiens de NMF qui pourraient être appliqués sur les
données brutes en donnant de meilleurs résultats de recommandation que les modèles de la littérature
utilisant seulement les données binarisées. Une première contribution a consisté à proposer la NMF
basée sur une loi négative binomiale [J5], qui est une extension naturelle d’un modèle de Poisson,
mais avec un paramètre supplémentaire modélisant la sur-dispersion présente dans les données brutes.
En notant Y les données et W,H les facteurs représentant les profils des utilisateurs et des items, ce
modèle s’écrit également comme un modèle hiérarchique Poisson/Gamma :

aui ∼ Gamma(α, α)
yui ∼ Poisson(aui[WHT ]ui)

La paramètre α contrôle la sur-dispersion, et lorsqu’il tend vers +∞ on se ramène à la factorisation
Poisson. Bien que donnant des résultats intéressants, ce modèle possède deux inconvénients pour la
recommandation. D’une part, il ne passe pas bien à l’échelle, puisque l’inférence nécessite des passes
sur l’ensemble du jeu de données, alors que la factorisation Poisson ne considère que les données
non-nulles. D’autre part, il nécessite l’estimation de tout les paramètres aui pour chaque donnée
non-nulle, avec des risques de sur-apprentissage.

Nous avons remédié à ces deux inconvénients dans [C8], reproduit dans l’Annexe C, en utilisant
un modèle composé similaire à [Basbug and Engelhardt, 2016]. Les résultats, bien que satisfaisants,
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n’étaient pas toujours très supérieurs à ceux des méthodes utilisant les données binarisées, en
particulier pour des datasets très sur-dispersés. Olivier Gouvert a donc proposé un modèle de NMF
ordinale [C5], qui semblait atteindre un bon compromis entre la factorisation sur données brutes et
binarisées. Le principe consiste à d’abord quantifier les données brutes, puis à appliquer un modèle
de NMF ordinale, c’est-à-dire qui respecte l’ordre entre les classes mais sans imposer de métrique, la
distance entre les classes étant estimée durant la factorisation. Cette solution requiert un choix de
l’utilisateur lors de l’étape de quantification, mais elle semble ensuite performante tout en passant
bien à l’échelle.

Réseaux de neurones profonds

On revient ici à des images panchromatiques ou multispectrales, pour lesquelles l’apprentissage de
représentations permet de débruiter, de comprimer ou plus généralement de régulariser des problèmes
inverses. Pour cela, les modèles classiques de la littérature basés sur les patches et les dictionnaires ont
plusieurs limitations : la géométrie des atomes est fixée par l’utilisateur, les représentations ne sont
pas intrinsèquement invariantes par translation, le modèle génératif sous-jacent est supposé linéaire...
Une solution plus générale est venue ces dernières années du monde de l’apprentissage profond (deep
learning), terme qui désignera ici les réseaux de neurones profonds. Dès lors qu’on dispose d’une base
de données représentative, apprendre de tels réseaux de neurones est devenu assez aisé, grâce aux
développements des GPUs et des librairies pour les utiliser facilement, comme Tensorflow ou PyTorch.
Ainsi, depuis deux ans, je m’intéresse à l’utilisation de ces modèles pour deux problèmes distincts. Le
premier concerne la compression bord d’images satellites, que nous étudions dans la thèse de Vinicius
Alvès de Oliveira, co-encadrée avec mes collègues de l’IRIT Marie Chabert et Charly Poulliat, et en
partenariat avec le CNES et Thalès Alenia Space. La seconde direction concerne la régularisation de
problèmes inverses génériques au moyen de réseaux de neurones génératifs inversibles. Je présenterai
plus en détail ces travaux en cours dans le Chapitre 7, qui dressera également des perspectives de
recherches dans ce domaine, à court et moyen terme.

3.4 Applications en imagerie, science des données et traitement du
signal

Mes recherches m’ont conduit à collaborer avec différents spécialistes sur des applications variées,
dont voici les principaux champs.

• Imagerie spatiale : depuis mon recrutement en 2014 j’ai beaucoup travaillé sur l’imagerie
satellite, en particulier avec les deux études R&T menées pour le CNES et dans le cadre
de la thèse de Claire Guilloteau, co-encadrée avec Nicolas Dobigeon et Olivier Berné, un
astrophysicien de l’IRAP. Je me suis en particulier intéressé à l’imagerie hyperspectrale, qui
couvre le domaine visible et le proche infrarouge, et qui est utilisée aussi bien en observation
de la Terre qu’en astronomie. Je co-encadre par ailleurs la thèse de Vinicius Oliveira sur la
compression d’image embarquée par deep learning, en collaboration avec des collègues de l’IRIT,
le CNES et TAS Cannes.

• Imagerie médicale : j’ai travaillé, durant mon post-doctorat puis ensuite à l’ENSEEIHT,
sur trois modalités d’imagerie médicale, utilisées aussi bien en clinique qu’en recherche en
neurosciences. Il s’agit de l’imagerie par résonance magnétique fonctionnelle (IRMf) [C19], de
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l’électroencéphalographie (EEG) [J14] et de la tomographie par émission de positrons (TEP)
dynamique [J10]. Dans chacun des cas il s’agissait de résoudre des problèmes inverses en
grande dimension, l’expertise sur la modalité d’imagerie et sur les spécificités des données étant
apportée par des chercheurs en neurosciences ou en imagerie médicale des universités de Rennes,
de Tours et de l’INSERM.

• Microscopie : dans le cadre de la thèse d’Étienne Monier, nous avons travaillé avec des
physiciens de la matière du laboratoire de physique des solides (LPS) à Orsay. Le but de la thèse
était de développer des méthodes rapides d’acquisition de spectres de pertes de charge (EELS)
en miscroscopie STEM, ce qui peut être formulé comme un problème d’inpainting hyperspectral,
la difficulté principale résidant dans la régularisation ainsi que la grande dimension du problème
[J11].

• Filtrage collaboratif et recommandation : dans le cadre de la thèse d’Olivier Gouvert et
en collaboration avec Cédric Févotte, nous essayons de généraliser la décomposition NMF pour
des données implicites, comme des nombres de clics ou d’écoutes de titres, afin d’améliorer
les systèmes de recommandation existants. La principale difficulté réside dans la très grande
dispersion de ce type de données, qui rend leur exploitation sans pré-traitement difficile. Le but
de la thèse est de proposer des modèles probabilistes à même de gérer cette grande dispersion
et donc de mieux modéliser les données tout en améliorant la recommandation [J5, C8].
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Deuxième partie

Contributions au traitement d’images
multivariées





Cadre des travaux

Alors que ma thèse portait sur le traitement du signal et l’analyse harmonique plutôt d’un point
de vue théorique, je me suis ensuite intéressé au traitement des images, un peu par le fait des
opportunités, mais aussi par envie de me confronter à de vraies applications. J’ai ainsi travaillé
en post-doctorat sur un problème d’imagerie médicale, puis lors de mon recrutement à Toulouse
j’ai découvert les spécificités de l’imagerie satellite. Même s’il n’est pas toujours facile de changer
ainsi de sujet de recherche, je pense que c’est un moteur important pour la curiosité scientifique,
qui donne envie de se confronter à de nouveaux problèmes. Par ailleurs, aborder la recherche en
traitement d’images par les applications m’a permis d’approfondir progressivement ma connaissance
de la littérature, pour ensuite me tourner vers des problèmes plus amont.

Depuis mon recrutement à Toulouse INP il y a 7 ans, j’ai eu la chance de collaborer avec
des collègues expérimentés dans des thématiques variées du traitement du signal et de l’image,
ainsi qu’en apprentissage automatique. Malgré cette diversité, ces travaux se rattachent à deux
thématiques : le traitement des images d’une part, et l’apprentissage de représentations de l’autre.
Et une partie importante des travaux concernent les deux aspects, puisqu’ils s’agit de traitement
d’images hyperspectrales, qui combinent des aspects image et l’utilisation de représentations latentes
(NMF, démélange). La partie scientifique développée ci-après détaille deux contributions que j’estime
importantes et représentatives des travaux menés ces dernières années.

Le Chapitre 5 présente les résultats de la thèse de Yanna Cavalcanti, co-encadrée avec Nicolas
Dobigeon et Clovis Tauber de l’Université de Tours. C’est un exemple de contribution méthodologique
motivée par une application, ici la TEP dynamique, pour laquelle les modèles de démélange utilisés en
télédétection ne sont pas adaptés. Il contient donc des développements méthodologiques (de nouveaux
modèles de mélange), algorithmiques, ainsi que des résultats expérimentaux sur des données simulées
réalistes et des données réelles.

Le Chapitre 6, quant à lui, considère le problème de la fusion d’images multi- et hyperspectrales.
C’est un problème classique en télédétection, car les capteurs hyperspectraux embarqués sur des avions
ou des satellites offrent une résolution spatiale assez médiocre, mais l’acquisition est souvent couplée
avec une image multispectrale ou panchromatique de la même scène à plus haute résolution. Le but
de la fusion est de produire un cube de données à la résolution spectrale de l’image hyperspectrale
et la résolution spatiale de l’image multi-spectrale. C’est un type de problème inverse sur lequel
j’ai travaillé depuis mon post-doctorat, les contributions présentées dans le chapitre se concentrant
sur un cas d’application en astronomie, pour le télescope spatial James Webb. Ces travaux ont été
réalisés dans le cadre de la thèse de Claire Guilloteau, co-encadrée avec Nicolas Dobigeon et Olivier
Berné, chercheur CNRS à l’IRAP.

Pour conclure cette partie scientifique, le Chapitre 7 présente mes derniers travaux en lien avec
les réseaux de neurones, et leurs perspectives méthodologiques comme applicatives. C’est un chapitre
prospectif, qui dressse mon programme de recherche pour les prochaines années.
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CHAPITRE 5

Démélange d’images TEP dynamiques

Ce chapitre présente les travaux réalisés dans le cadre de la thèse de Yanna Cavalcanti, co-encadrée
avec Nicolas Dobigeon, Clauvis Tauber, et pour partie en collaboration avec Cédric Févotte, Simon
Stute et Maria Ribeiro. C’est un exemple de développement méthodologique guidé par une application,
ici la TEP dynamique, pour laquelle les méthodes standard de démélange n’étaient pas adaptées.

Le chapitre est organisé comme suit. Le contexte et la motivation des travaux sont donnés dans
la section 5.1. Les trois sections suivantes résument les trois contributions de la thèse de Yanna :
un nouveau modèle de démélange tenant compte de la variabilité d’un facteur [J10] (section 5.2), la
prise en compte de divergences non euclidiennes [J9] (section 5.3), et enfin un modèle non-linéaire de
démélange et quantification joints [P1] (section 5.4). L’annexe A reproduit l’article [J9] qui propose
une formulation de démélange avec des β-divergences.

5.1 Contexte

5.1.1 Analyses factorielles

On se place dans le cadre de l’analyse factorielle, qui consiste à représenter des observations xn ∈ RL

(n = 1 . . . N) par une combinaison linéaire de K variables latentes mk :

xn =
K∑
k=1

ak,nmk. (5.1)

En notant X la matrice dont les colonnes sont données par les échantillons xn, on a le modèle
matriciel équivalent

X︸︷︷︸
L×N

= M︸︷︷︸
L×K

A︸︷︷︸
K×N

. (5.2)

Les colonnes de M représentent les variables latentes, et les colonnes de A décrivent les observations
en fonction de ces nouvelles variables. Par rapport à un modèle de régression, ici nous considérons le
cas où les deux matrices A et M sont inconnues, ce qui fait toute la difficulté du problème. Ce modèle
linéaire simple se retrouve dans de nombreuses disciplines et applications très variées sous des noms
différents. Dans la littérature d’observation de la Terre, M et A sont ainsi appelés respectivement
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endmembers et abundances. En séparation de sources et particulièrement en audio, on utilise plutôt
les termes de dictionnaire et d’activations. Dans tout ce chapitre, nous utiliserons l’appellation plus
générique de facteurs pour la matrice M, et de coefficients pour la matrice A.

Remarquons que l’on peut interpréter l’équation (5.2) de différentes manières selon le contexte.
Une motivation peut être la réduction de dimension, pour alléger les calculs ou bien visualiser les
données, on a alors K < min(N,L). Une autre motivation est la sélection de variable (ou extraction
de features) lorsque K < L. En traitement du signal et dans de nombreuses applications, on parle
plus volontiers de séparation de sources, ce qui implique que l’on recherche des quantités physiques
qui ont auparavant été mélangées linéairement. C’est le cas par exemple en traitement du signal audio,
lorsqu’on cherche à séparer des sources sonores existantes (voix, bruit de fond, instruments), en même
temps qu’à estimer leurs coefficients de mélange. Le nombre K de facteurs est alors plutôt fixé par la
connaissance du phénomène physique sous-jacent. On retrouve cette problématique en imagerie, par
exemple pour analyser des images de spectro-microscopie électronique, ou en observation de la Terre
pour les images hyperspectrales. Enfin, on peut mentionner des situations où K > L, par exemple en
apprentissage de dictionnaire, où l’on recherche une représentation redondante mais parcimonieuse
des données. Sans prétendre à l’exhaustivité, nous allons décrire ici quelques exemples importants
d’analyse factorielle, que nous utiliserons dans la suite.

Analyse en composantes principales. L’analyse en composantes principales ou ACP, également
appelée transformée de Karhunen-Loeve ou de Hotelling, est certainement l’outil le plus connu et
le plus utilisé. Ses fondements remontent aux travaux de Pearson au début des années 1900. Elle
consiste à diagonaliser la matrice de variance-covariance des données, et de sélectionner les K vecteurs
propres correspondant aux valeurs propres les plus grandes [Bishop, 2006]. L’ACP est donc à la fois
une transformée décorrélante (elle rend diagonale la matrice de variance-covariance), mais aussi la
meilleure réduction de dimension au sens de la norme euclidienne. En effet, l’ACP projette les données
dans un sous-espace affine dans lequel la variance projetée, appelée aussi inertie, est maximale, ce
qui minimise l’erreur d’approximation. En supposant que les données ont été centrées, l’ACP peut
ainsi se formuler de la manière suivante

min
M,A
‖X−MA‖2F s. t. MTM = I. (5.3)

Factorisation en matrices non-négatives. Après ACP, les données sont décrites par leurs
coefficients dans une base orthonormée de dimension réduite. Le choix de cette base étant arbitraire,
ces coefficients n’ont en général pas de sens physique. Si les données sont à valeurs positives ou nulles,
une manière simple de pallier à cet inconvénient est de remplacer la contrainte d’orthogonalité sur
les colonnes de M par une contrainte de non-négativité sur les coefficients des matrices A et M. Cela
permet d’une part de conserver des facteurs M non-négatifs et donc possiblement interprétables
physiquement, mais surtout d’avoir une représentation par parties, additive. Cette méthode, appelée
factorisation en matrices non-négatives (NMF) [Lee and Seung, 1999], est donc définie par le problème

min
M,A
‖X−MA‖2F s. t. A,M ≥ 0. (5.4)

Notons qu’en pratique une contrainte est souvent ajoutée pour éviter les invariances d’échelles, par
exemple en imposant que les colonnes de M sont normalisées. Contrairement à l’ACP, la résolution
de ce problème est difficile, car cela nécessite de minimiser une fonction non-convexe, même si elle
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est bi-convexe, c’est-à-dire convexe par rapport à chacun des termes. On utilise en général des
algorithmes de descente alternée, qui convergent vers un point stationnaire ou un minimum local,
qui dépend de l’initialisation. Gardons à l’esprit que l’on peut utiliser n’importe quelle mesure de
divergence à la place des moindres carrés, comme par exemple les β−divergences popularisées par
[Févotte and Idier, 2011] et dont nous reparlerons à la section 5.3.

Démélange spectral. La représentation par partie induite par la NMF permet d’interpréter le
coefficient ak,n comme la quantité d’élément k dans l’échantillon n. Pour que cette quantité soit
interprétable comme une proportion, il est naturel d’imposer que la somme de ces coefficients vaut
1 : ∀n, ∑k ak,n = 1. Cela conduit au problème de démélange spectral suivant :

min
M,A
‖X−MA‖2F s. t. A,M ≥ 0 et 1A = 1. (5.5)

Mais en fait, la plupart des algorithmes de démélange de la littérature séparent le problème en
deux temps. D’abord, l’estimation des facteurs M, grâce à une vision géométrique du problème.
L’équation (5.5) montre en effet que les échantillons se trouvent dans un simplexe de RL défini
par ses K sommets mk. Dans le cas où les échantillons contiennent des données « pures », ce qui
est fréquent en imagerie hyperspectrale, des algorithmes d’inspiration géométrique parviennent de
manière efficace à estimer ces facteurs [Winter, 1999, Nascimento and Dias, 2005]. Lorsque cette
hypothèse n’est pas vérifiée, des algorithmes d’optimisation basés sur l’ADMM peuvent être utilisés
pour estimer M [Bioucas-Dias, 2009]. Une fois que les facteurs ont été calculés, l’estimation des
coefficients A est un simple problème de moindres carrés non-négatif, convexe, que l’on résout par
descente de gradient projeté ou des techniques lagrangiennes [Bioucas-Dias and Figueiredo, 2010].

Autres modèles La littérature en traitement du signal ou en statistiques contient de nom-
breux autres modèles : on peut penser par exemple à l’analyse en composantes indépendantes
[Jutten and Herault, 1991], basée sur une hypothèse d’indépendance statistique des coefficients, qui
s’est révélée un formidable outil pour la séparation de sources, notamment en neurosciences, en
audio ou en astronomie. Concernant l’analyse des images hyperspectrales, la plupart des applications
utilisent des variantes de l’ACP ou du démélange adaptées à la nature (ou la statistique) du bruit
ou des données à l’origine du mélange. L’article [Bioucas-Dias and Nascimento, 2008] donne un bon
aperçu des travaux existants sur ce sujet.

Un autre pan de la littérature s’attache à relâcher l’hypothèse de linéarité du mélange, qui est
rarement totalement vérifiée en pratique. En observation de la Terre par exemple, des non-linéarités
peuvent être causées par des phénomènes microscopiques (diffusion, diffraction), ou bien liés au relief
(phénomènes de multi-trajets) [Dobigeon et al., 2013]. Dans d’autres modalités, le modèle de mélange
est intrinsèquement non linéaire, c’est le cas par exemple de l’imagerie TEP dynamique, comme nous
l’expliquerons dans les prochains paragraphes.

Les modèles factoriels (ou de démélange) non-linéaires ont fait l’objet de beaucoup de travaux
récents, en particulier dans la communauté de la télédétection. Certaines approches ajoutent des
termes croisés modélisant des interactions entre matériaux, ce qui conduit à des modèles bilinéaires
ou post non-linéaires. D’autres approches modélisent les non-linéarités par des perturbations dans les
facteurs, qui permettent par exemple de prendre en compte des variations saisonnières. Lorsque ces
variations sont faibles, il est possible de le prendre en compte localement, comme illustré dans la
Figure 5.1 tirée de [Halimi et al., 2015]. Mais il arrive que ces variations soient considérables, en tout
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Figure 5.1 : Illustration des approches par variabilité extraite de [Halimi et al., 2015]. Gauche :
modèle linéaire, les données (en noir) appartiennent au simplexe défini par les facteurs ou endmembers
(en rouge). Milieu : chaque facteur est remplacé par un ensemble. Droite : chaque facteur est modélisé
par une densité de probabilité.

cas vis-à-vis de la distance euclidienne. C’est par exemple le cas lorsque les conditions d’éclairage
ne sont pas uniformes, les facteurs sont alors atténués par un coefficient multiplicatif qui varie
spatialement. Le modèle ELMM (pour extended linear mixing model) modélise une telle perturbation
multiplicative [Drumetz et al., 2016]. Similairement et pour modéliser des perturbations additives,
le PLMM (pour perturbed LMM ) ajoute un terme de perturbation additif [Thouvenin et al., 2015].
Dans ce dernier cas, la quantité de paramètres décrivant les données est considérable, et on a alors
besoin de contraintes ou de régularisations importantes.

5.1.2 Imagerie TEP dynamique

La tomographie par émission de positons (TEP) consiste à injecter au patient un traceur contenant
un isotope radioactif, et imager les sites de fixation de ce traceur en détectant les émissions de
positons, eux-mêmes créateurs de deux photons dans des directions opposées, capturés par le détecteur.
L’imagerie TEP est très utile pour observer l’activité métabolique d’un organe, et elle est utilisée
en recherche comme en clinique, par exemple en cancérologie avec des traceurs dérivés du glucose
qui se fixent sur les cellules tumorales malignes. La reconstruction d’images TEP est relativement
complexe, car le problème de tomographie souffre d’un rapport signal sur bruit bien plus faible que
pour le scanner par exemple. Les données TEP sont donc réputées pour être plus bruitées et plus
difficiles à analyser que les données structurelles (scanner, IRM).

L’utilisation qui nous concerne ici est la TEP dynamique, qui consiste à faire des acquisitions
multiples, sur des durées contiguës, de l’ordre de quelques minutes. Ce type d’examen permet ainsi
non seulement de déterminer les sites de fixation du traceur et leur concentration, mais aussi d’évaluer
comment cette concentration évolue au cours du temps. Cet aspect cinétique permet d’estimer des
paramètres métaboliques, une étape appelée quantification. Une manière d’effectuer cette analyse
est l’approche paramétrique, basée sur des modèles cinétiques appelés modèles compartimentaux.
Ces modèles ont pour objectif de décrire simplement la cinétique du traceur dans l’organisme, en
modélisant les échanges entre deux tissus voisins au moyen d’une équation différentielle du premier
ordre. Par souci de concision on ne les présente pas ici, on donnera un de ces modèles dans la
section 5.4 et on renvoie le lecteur intéressé à nos travaux ou bien à [Gunn et al., 2001] pour une
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présentation détaillée. On retiendra simplement qu’un phénomène, appelé fixation spécifique, peut
moduler spatialement la réponse temporelle.

5.1.3 Analyses factorielles en imagerie TEP dynamique

Pour réaliser l’analyse paramétrique guidée par les modèles compartimentaux, on a besoin des
courbes de temps-activité (CTA) correspondant à chaque type de tissu. De multiples travaux ont
proposé des méthodes de clustering permettant d’estimer ces courbes de référence. Mais, à cause
de la faible résolution spatiale de la TEP, les courbes mesurées sont plutôt un mélange des CTAs
correspondant à ces différents tissus, un phénomène appelé effet de volume partiel. L’identification de
ces courbes de référence correspond donc plutôt à un problème de démélange ou de séparation de
sources. Les premiers travaux proposent déjà une formulation par factorisation matricielle ressemblant
fortement aux modèles de NMF et de démélange [Barber, 1980], puisque des pénalités forcent les
facteurs à être positifs et les coefficients à sommer à 1. Ces approches sont ensuite raffinées avec
des formulations par optimisation alternée [Sitek et al., 2000], avec contraintes strictes ou différentes
mesures de divergence. Une illustration de l’analyse factorielle pour la TEP dynamique est donnée
dans la Figure 5.2.
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Figure 5.2 : Illustration de l’analyse factorielle pour les données TEP dynamique [Cavalcanti, 2018].

Ce chapitre présente les trois contributions que nous avons réalisé dans ce domaine, dans le cadre de
la thèse de Yanna Cavalcanti [Cavalcanti, 2018]. La première, présentée dans la section 5.2, s’intéresse
à la prise en compte d’un facteur lié à la fixation spécifique. Dans ce cas, le modèle de mélange
linéaire ne tient plus, et nous avons développé un nouveau modèle adapté. La seconde contribution,
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présentée brièvement dans la section 5.3, étend notre méthode en remplaçant les moindres carrés par
une β−divergence, et compare expérimentalement différentes mesures de divergence. Le détail de
cette contribution se trouve dans l’article [J9], reproduit dans l’Annexe A. Enfin, la troisième section
5.4 propose un modèle de démélange et de quantification joint, en intégrant les modèles cinétiques au
modèle de mélange.

5.2 Démélange avec un facteur variable spatialement

5.2.1 Un nouveau modèle de mélange

Nous nous intéressons au cas, courant en PET, où le modèle linéaire et satisfaisant pour décrire les
CTAs correspondant à K-1 facteurs, mais pas pour celui qui est affecté par la fixation spécifique.
En effet, pour ce facteur, disons m1 sans perte de généralité, sa forme dépend de la proportion
de tissu affecté par la fixation spécifique, selon un modèle cinétique complexe. Une manière de
modéliser cette variabilité, introduite dans [Thouvenin et al., 2015] et appelée PLMM, consiste à
faire varier m1 en fonction de la position spatiale : m1,n = m̄1 + δm1,n. Pour maintenir un nombre de
paramètres raisonnable dans le modèle, on suppose que cette variabilité peut s’exprimer en fonction
de quelques vecteurs de base : δm1,n = ∑I

i=1 bi,nvi. Les vecteurs vi décrivent les principales directions
de variation, typiquement estimées en réalisant une ACP sur une base d’apprentissage.

Le modèle final est appelé SLMM pour Specific Binding Mixing Model, et s’écrit finalement

xn = a1,n

(
m̄1 +

Nv∑
i=1

bi,nvi
)

+
K∑
k=2

ak,nmk. (5.6)

Nous avons également proposé de tenir compte du flou spatial, afin de tenter en même temps
une déconvolution spatiale des données. En notant H l’opérateur de flou spatial, le modèle s’écrit
finalement sous forme matricielle de la manière suivante :

Y = MAH +
[
(E1A) ◦ (VB)

]
H︸ ︷︷ ︸

∆

+R (5.7)

avec M = [m̄1,m2, . . . ,mK ] les facteurs “fixes”, “◦” le produit terme à terme, E1 la matrice
[1L,10L,K−1] et R un terme de bruit et d’erreur modèle. Une illustration de ce modèle est donnée
dans la Figure 5.3.

Dans [J10], nous avons proposé une méthode variationnelle pour estimer les variables du modèle
de mélange SLMM : les facteurs ou courbes temps-activité M, les coefficients ou abondances A,
mais aussi les coefficients de variabilité interne B. Le problème étant très mal posé, il nous a fallu
définir des contraintes et régularisations adaptées pour chacune de ces variables. Pour les coefficients
A, nous avons pénalisé la norme euclidienne au carré du gradient spatial, aussi appelée norme de
Sobolev ou régularisation de Tikhonov. En notant D l’opérateur calculant des différences finies en
3D et au premier ordre, cette pénalité s’écrit ‖AD‖2F . Elle favorise des solutions lisses spatialement,
une hypothèse raisonnable dans ce cas. Concernant les CTAs M, choisir une bonne régularisation
s’est avéré plus difficile. La littérature du démélange spectral a proposé des fonctionnelles qui tendent
à minimiser le volume du simplexe engendré par les facteurs [Li et al., 2015], ou des approximations
plus simples à optimiser, par exemple basées sur les distances mutuelles [Thouvenin et al., 2015].
Mais nous avons constaté que ce type de régularisations n’était pas efficace dans notre contexte. Nous
nous sommes donc tournés vers une distance euclidienne au carré à une ébauche notée M0, estimée
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Figure 5.3 : Illustration du modèle SLMM.

préalablement d’après une connaissance expert. Enfin, concernant la variabilité interne B, le principal
a priori dans notre cas est l’hypothèse de parcimonie spatiale : pour le traceur qui nous intéresse,
peu de voxels dans le cerveau sont susceptibles de contenir de la variabilité, pour les autres ces
coefficients seront nuls. Notons qu’il s’agit d’une parcimonie groupée : pour le voxel n, les coefficients
de variabilité interne bn,i, i = 1 . . . I sont ou bien tous nuls, ou tous non-nuls. La pénalité convexe
naturelle pour ce genre d’a-priori est la norme mixte `2,1, aussi connue sous le nom de group-Lasso,
et définie par ‖B‖2,1 = ∑N

n=1 ‖Bn‖2.
Notre problème de démélange se formule finalement sous la forme suivante :

(M̂, Â, B̂) ∈ arg min
M,A,B

J (M,A,B) s. t. M ≥ 0, A ≥ 0, 1A = 1, et B ≥ 0. (5.8)

avec

J (M,A,B) = 1
2
∥∥∥Y−MAH−

[
E1A ◦VB)

]
H
∥∥∥2

F
+ α

2 ‖AD‖2F ,+β
1
2
∥∥M−M0∥∥2

F
+γ‖B‖2,1. (5.9)

où les paramètres α, β et λ règlent la force des trois régularisations présentées précédemment.

5.2.2 Résolution par gradient proximal alterné

Nous avons dérivé deux algorithmes pour résoudre le problème (5.8), un algorithme ADMM (Alterna-
ting Direction Method of Multipliers), et un algorithme de gradient proximal alterné. Ce dernier s’est
avéré plus simple à implémenter et plus efficace, c’est celui que nous présenterons ici. L’algorithme
du gradient proximal, aussi appelé iterative shrinkage-thresholding algorithm ou forward-backward
splitting, est devenu très populaire depuis une quinzaine d’années pour résoudre des problèmes inverses
avec a priori parcimonieux [Daubechies et al., 2004, Combettes and Wajs, 2005]. L’algorithme du
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gradient proximal sépare la fonction objectif en 2 termes, l’un différentiable avec gradient Lipschitz,
et l’autre non-différentiable mais pour lequel on connaît son opérateur proximal. Introduit par Moreau
[Moreau, 1962], l’opérateur proximal d’une fonction convexe semi-continue inférieurement f est défini
par

proxf (x) = arg min
y

f(y) + 1
2 ‖x− y‖22 . (5.10)

L’opérateur proximal se ramène à une projection sur un ensemble convexe lorsque f est une fonction
caractéristique, on peut donc voir l’algorithme de gradient proximal comme une généralisation du
gradient projeté [Levitin and Polyak, 1966]. Une manière de dériver cet algorithme est de majorer
le terme lisse, que l’on notera g, supposé de gradient L−Lipschitz. Notons xk l’itéré courant, on a
facilement la majoration, valable ∀x :

f(x) + g(x) ≤ f(x) + g(xk) +∇g(xk)T (x− xk) + L

2 ‖x− xk‖22 .

Une rapide manipulation montre que le minimum est atteint en

xk+1 = prox f
L

(
xk −

1
L
∇g(xk)

)
,

qui est l’itération de l’algorithme de gradient proximal à pas constant.
Plusieurs travaux récents en optimisation ont permis d’étendre la portée de cet algorithme, en

le couplant à un schéma de minimisation alternée ou en utilisant des pénalités non-convexes. Nous
reprendrons les résultats de [Bolte et al., 2014], qui nous semblent poser le cadre le plus général. Cet
article a montré que l’on peut appliquer le même algorithme dans un cadre de minimisation alternée,
et quelle que soit la pénalité, pourvu qu’elle satisfasse l’hypothèse dite de Kurdyka–Lojasiewicz,
qui est en fait vérifiée par notamment toutes les fonctions semi-algébriques. Cet algorithme, appelé
PALM pour Proximal alternating linearized minimization, donne des garanties de convergence vers
un point critique, le mieux que l’on puisse faire pour un problème général non-convexe.

Appliquer l’algorithme PALM à notre problème (5.8) nécessite de calculer les gradients du terme
lisse par rapport à chacune des trois variables, ainsi que les constantes de Lipschitz locales de
ce gradient, de manière à choisir le pas. Il faut également pouvoir calculer l’opérateur proximal
correspondant aux contraintes et aux éventuels termes non-lisses pour chaque variable. L’algorithme
correspondant est donné dans Algo. 1, les mises à jour étant détaillées dans ce qui suit.

Mise à jour de la variable M

La règle de mise à jour pour les facteurs M s’écrit

Mk+1 = P+

(
Mk − 1

LkM
∇MJ (Mk,Ak,Bk)

)
(5.11)

avec P+(·) la projection sur le premier quadrant {X|X ≥ 0}, et le gradient vaut

∇MJ (M,A,B) = ((E1A ◦VB) H−Y) HTAT + M(AHHTAT ) + β(M−M0). (5.12)

On a également besoin de majorer la constante de Lipschitz de ce gradient :

LM (A) =
∥∥∥∥AHHTAT

∥∥∥∥+ β ≤ β + ‖H‖2 ‖A‖2 , (5.13)

où la norme spectrale
∥∥X∥∥ = ‖X‖2→2 est égale à la plus grande valeur singulière de la matrice X.

Dans l’algorithme 1, on utilisera la constante LkM = LM (Ak).
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Algorithm 1: Démélange SLMM avec algorithme PALM
Data: Y
Input: A0, M0, B0

1 k ← 0
2 while stopping criterion not satisfied do

3 Mk+1 ← P+

(
Mk − γ

LkM
∇MJ (Mk,Ak,Bk)

)
4 Ak+1 ← PAR

(
Ak − γ

LkA
∇AJ (Mk+1,Ak,Bk)

)
5 Bk+1 ←

prox λ

Lk
B

‖.‖1

(
P+

(
Bk − γ

LkB
∇BJ (Mk+1,Ak+1,Bk)

))
6 k ← k + 1

7 A← Ak+1

8 M←Mk+1

9 B← Bk+1

Result: A, M, B

Mise à jour de A

La descente de gradient proximal pour les coefficients A s’écrit

Ak+1 = PAR
(

Ak − 1
LkA
∇AJ (Mk+1,Ak,Bk)

)
, (5.14)

où PAR(·) est la projection sur l’ensemble de contraintes (positivité et somme à un), que l’on peut
calculer de manière efficace [Condat, 2016]. Le gradient s’écrit

∇AJ (M,A,B) = −MTDA −ET
1 (DA ◦ (VB)) + αASST

avec DA = [Y−MAH− (E1A ◦VB)H]HT . Enfin, la constante de Lipschitz est bornée par

LA(M,B) =
∥∥H∥∥2

(∥∥E1
∥∥∥∥VB

∥∥(2∥∥M∥∥
∞,1 +

∥∥E1
∥∥∥∥VB

∥∥
∞,1)

)
+
∥∥H∥∥2∥∥MTM

∥∥+ α
∥∥SST

∥∥, (5.15)

où
∥∥X∥∥∞,1 = max1≤i≤m

∑n
j=1 |xij | est la norme inf sur les colonnes, et la norme de l’opérateur

différence finie vaut ‖S‖2 = 12.

Mise à jour de B

La mise à jour des variabilités interne s’écrit :

Bk+1 = prox λ

Lk
B

‖.‖2,1

(
P+

(
Bk − 1

LkB
∇BJ (Mk+1,Ak+1,Bk)

))
,

où l’opérateur proximal de la norme `2,1 est simplement un seuillage doux par bloc :

proxc‖·‖2,1
(U) =


(
1− c

‖ui‖2

)
ui si ‖ui‖2 > c

0 sinon.
(5.16)
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Le gradient s’écrit :

∇BJ (M,A,B) = VT
(
(E1A) ◦ (−Y + MAH + ∆) HT

)
.

Enfin, on peut calculer une majorante de la constante de Lipschitz :

LB(A) =
∥∥E1A

∥∥2
∞
∥∥V∥∥2∥∥H∥∥2

. (5.17)

5.2.3 Résultats expérimentaux

On donne ici un aperçu des résultats expérimentaux, en se référant pour les détails à l’article [J10]
et au rapport technique qui l’accompagne [Cavalcanti et al., 2017]. Notre méthode de démélange
PLMM a été appliquée sur des données synthétiques et réelles, pour l’imagerie cérébrale avec le
traceur 11C-PE2I, qui est un marqueur de la neuro-inflammation. Ce marqueur est connu pour avoir
des zones de fixations spécifiques (donc, avec de la variabilité interne), dans certaines parties du
cerveau et en particulier le striatum, ainsi que dans des zones affectées par de l’inflammation. Nous
avons d’abord simulé un jeu de données en démélangeant des données réelles, et en les remélangeant
avec notre modèle de mélange. La variabilité a été simulée dans le striatum, avec un unique facteur
interne v1 obtenu en calculant la première composante principale d’un ensemble de CTAs simulées
d’après un modèle cinétique.

Les résultats sont donnés dans les figures 5.4, 5.5 et 5.6, pour les variables A, M et B respec-
tivement. On compare les résultats avec un résultat de clustering par K-moyennes, et trois autres
résultats de démélange : NMF, VCA [Nascimento and Dias, 2005] et notre modèle auquel on enlève
le terme de variabilité, appelé LMM. La visualisation des cartes spatiales (Figure 5.4) montre bien la
différence entre le clustering et les méthodes de démélange. Concernant ces dernières, la NMF et
surtout VCA donnent des résultats peu réalistes. Les modèles SLMM et LMM semblent proches, mais
on voit l’intérêt de modéliser la variabilité, en particulier sur la matière grise non spécifique (colonne
3). La Figure 5.6 montre la carte de variabilité spatiale estimée par SLMM, non nulle uniquement
dans les régions contenant de la fixation spécifique. Dans cette simulation bien contrôlée, ces variables
sont estimées avec une grande précision.

Les données simulées permettent de comparer nos estimations par rapport à la vérité terrain. Les
valeurs de MSE normalisée pour les différentes méthodes sont données dans la Table 5.1, qui montre
clairement l’intérêt de modéliser la variabilité, en tout cas pour ces données simulées.

Une questions sur laquelle nous nous sommes longtemps arrêtés concerne la déconvolution.
Initialement, nous envisagions plutôt de ne pas traiter en même temps la déconvolution, pour ne pas
ajouter de la complexité à un problème d’estimation déjà difficile. Mais il s’avère qu’on ne peut pas
résoudre exactement le démélange sans déconvoluer. C’est possible en l’absence de variabilité, dans
ce cas on espère estimer les facteurs M et la version floutée des abondances AH. Mais on ne peut
pas généraliser cela en présence de variabilité interne. Nous avons vérifié cela expérimentalement,
sur les mêmes données simulées, en comparant les résultats avec déconvolution, sans, et avec une
déconvolution appliquée en pré-processing par filtrage de Wiener. Les résultats sont affichés dans la
Table 5.2.
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Figure 5.4 : Coefficients A estimés d’après le jeu de données synthétique. De gauche à droite :
matière grise spécifique, matière blanche, matière grise et sang.
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Figure 5.5 : Facteurs M estimés, représentant les courbes de temps-activité des différents tissus.
Pour le facteur de fixation spécifique (appelé SBF), on affiche la moyenne des m1,n.

Figure 5.6 : Variabilité interne B estimée par SLMM et vérité terrain.
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Table 5.1 : Erreurs quadratiques normalisées pour les différentes méthodes.
A1 A2:K M̃1 M2:K B

K-means 0.567 0.669 0.120 0.442 -
± 4.3 ×10−4 ± 2.2 ×10−3 ± 1.5 ×10−4 ± 6.1 ×10−2

VCA 0.547 0.481 0.517 0.248 -
± 6.7 ×10−4 ± 1.8 ×10−3 ± 9.3 ×10−5 ± 1.3 ×10−3

NMF 0.512 0.558 0.517 0.133 -
± 1.0 ×10−6 ± 3.8 ×10−5 ± 4.5 ×10−5 ± 1.5 ×10−4

LMM 0.437 0.473 0.349 0.148 -
± 3.8 ×10−6 ± 4.3 ×10−8 ± 6.0 ×10−7 ± 1.5 ×10−6

SLMM 0.359 0.495 0.009 0.128 0.259
± 1.3 ×10−5 ± 3.1 ×10−5 ± 3.0 ×10−8 ± 9.8 ×10−7 ± 2.3 ×10−5

No deconvolution Wiener pre-deconvolution Joint deconvolution
a1 0.525 0.923 0.382

A2:K 0.482 0.553 0.482
M̃1 0.013 0.032 0.009

M2:K 0.220 0.270 0.174
B 0.346 0.844 0.248

Table 5.2 : MSE normalisée avec et sans déconvolution.

5.3 Influence de la mesure de divergence

Dans la section précédente, nous avons proposé un nouveau modèle de démélange adapté à la variabilité
observée pour certains facteurs dans les données PET. Mais un point n’a pas été discuté : la nature
du bruit présent dans ces données. Le sujet est d’importance car les données PET dynamiques sont
connues pour être particulièrement bruitées. Notre choix d’un terme d’attache quadratique, guidé
d’abord par un souci de simplicité, est ainsi questionnable. Il sous-tend en effet que le bruit est
supposé blanc, gaussien et additif, en tout cas si l’on se place dans un cadre classique d’estimation
basée sur la vraisemblance. Or, cette hypothèse est très peu réaliste dans le cadre des données PET.
Nous présentons dans cette section les travaux publiés dans [J9], qui généralisent l’approche pour
d’autres termes d’attache aux données, pouvant être mieux adaptés à la nature du bruit. Ce travail a
été mené en collaboration avec Simon Stute, à l’époque au CEA et à l’université Paris Saclay, ainsi
que Cédric Févotte. Simon a fourni des simulations des données TEP permettant de comparer, sur
des données réalistes, les performances des différents termes d’attache aux données, tandis que Cédric
a apporté son expertise sur les méthodes MM pour les analyses factorielles. Ce travail est résumé
ci-dessous, tandis que l’article [J9] est reproduit dans l’annexe A.

5.3.1 Bruit en imagerie PET

Les données TEP résultant d’un processus de comptage, le bruit à l’origine est de nature poissonienne
[Shepp and Vardi, 1982]. Mais le système d’acquisition engendre également des erreurs de mesure
non poissoniennes, causées par l’électronique par exemple, ou par des corrections d’atténuation. Par
ailleurs, la reconstruction 3D des images altère très fortement la nature du bruit, et ce quel que
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soit la méthode utilisée, un effet renforcé par des étapes de lissage ou de post-traitement. Enfin, en
pratique la chaîne de traitement des données fait souvent intervenir des algorithmes propriétaires
des constructeurs, auxquels l’expérimentateur n’a pas accès, ce qui est un obstacle pour estimer le
modèle de bruit.

De nombreux travaux ont proposé des analyses factorielles basées sur des modèles de bruit
cohérents pour les données TEP, par exemple Poisson, gaussien ou gamma. Nous avons pris le parti
inverse : changer le terme d’attache aux données, sans modéliser explicitement la nature du bruit.
Nous avons pour cela considéré la famille des β-divergences, introduites dans [Basu et al., 1998]
et beaucoup utilisées, notamment dans la littérature de la NMF [Févotte and Idier, 2011]. La β-
divergence est une mesure de divergence séparable, que nous noterons Dβ(Y|X) = ∑

i,j dβ(yi,j |xi,j),
définie pour tout β ∈ R\{0, 1} par

dβ(y|x) = 1
β(β − 1)(yβ + (β − 1)xβ − βyxβ−1), (5.18)

et prolongeable par continuité en β = 0 et β = 1. Elle admet les trois cas particuliers suivants, corres-
pondant à trois divergences connues, chacune associée à un modèle de bruit [Cichocki and Amari, 2010] :

dβ(y|x) =


1
2(y2 + x2 − 2yx) β = 2 Bruit gaussien `22
y log y

x − y + x β = 1 Bruit poisson Kullback-Leibler
y
x − log y

x − 1 β = 0 Bruit gamma multiplicatif Itakura-Saito
(5.19)

5.3.2 Un algorithme MM pour SLMM

Nous avons ensuite dérivé un algorithme d’optimisation pour le démélange suivant notre modèle
SLMM (5.7) avec la β−divergence. Nous n’avons pas conservé notre algorithme PALM à cause
de la difficulté à choisir un pas adapté. En effet, pour la plupart des valeurs de β, le gradient de
la β−divergence n’est pas toujours défini (notamment en 0), et il n’est pas Lipschitz. À la place,
nous avons utilisé un algorithme alterné de majorization-minimization (MM) avec des mises à jour
multiplicatives, sur le modèle de [Févotte and Idier, 2011]. Le principe des algorithmes MM est très
général, puisqu’il consiste à majorer la fonction-objectif au voisinage de l’itération courante, puis de
trouver le minimum. La descente de gradient (proximal) à pas constant est par exemple un algorithme
MM, cf. Section 5.2.2. La différence ici est que nous utiliserons des mises à jour multiplicatives,
pour deux raisons principalement. D’une part, cela permet de prendre en compte implicitement
la contrainte de non-négativité, dès lors que l’initialisation est positive. D’autre part, cela évite la
recherche de pas, qui serait délicate dans notre cas.

Dans [Févotte and Idier, 2011], les auteurs montrent que dans le cas de la β−NMF et en utilisant
des majorations adéquates notamment basées sur l’inégalité de Jensen, les règles de mises à jour pour
la variable θ s’écrivent

θ ← θ̃

(
N(θ̃)
D(θ̃)

)γ(β)

, (5.20)

où les fonctions N et D dépendent du problème et sont fonction des autres variables, et γ(β) = 1
2−β

si β < 1, 1 pour β ∈ [1, 2] et 1
β−1 for β > 2. Lorsqu’on ne parvient pas à de telles règles, ce qui

est le cas pour certaines valeurs de β, nous avons également utilisé la règle heuristique proposée
par [Févotte et al., 2009], qui consiste à écrire le gradient comme une différence de fonctions non-
négatives :

∇θJ (θi) = ∇+
θi
J (θi)−∇−θiJ (θi), (5.21)
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la règle de mise à jour multiplicative est alors [Cichocki et al., 2006, Févotte et al., 2009] de la même
forme que (5.20) avec

N(θ̃i) = ∇−
θ̃i
J (θ̃i), (5.22)

D(θ̃i) = ∇+
θ̃i
J (θ̃i). (5.23)

Avec ces deux techniques, nous avons dérivé un nouvel algorithm pour résoudre le problème de
démélange avec variabilité SLMM. Les calculs sont détaillés dans le rapport [Cavalcanti et al., 2018]
qui accompagne la publication [J9], reproduite dans l’Annexe A.

5.3.3 Une étude empirique sur données simulées

Évaluer quantitativement l’impact de la mesure de divergence sur la qualité du démélange nécessite
de simuler finement des donnés synthétiques pour lesquelles on connaît la vérité terrain. Nous avons
utilisé pour cela des données simulées pour l’instrument Siemens Biograph TruePoint TrueV, selon la
méthode décrite dans [Stute et al., 2015]. Un second obstacle concerne le paramétrage des algorithmes
de démélange. Comme nous l’avons déjà évoqué, les modèles complexes comme SLMM nécessitent
des contraintes et régularisations adaptées pour donner des résultats satisfaisants, qui dépendent
fortement des paramètres de régularisation. Or lorsqu’on change la valeur de β, on doit modifier les
valeurs des paramètres de régularisations pour que le “poids” de cette régularisation par rapport au
terme d’attache aux données reste le même. La solution que nous avons utilisée consiste à pondérer
la β−divergence par un paramètre dit de dispersion que l’on estime, de manière à retrouver une
log-vraisemblance. Mais cette technique n’est faisable que dans les cas particuliers β = 0, 1 et 2.

Nous avons également évalué les performances pour des tâches de démélange plus simples, dans
une situation où la variabilité est absente ou négligeable. Les Figures 5.7 et 5.8 montrent ces résultats
pour les modèles NMF et LMM respectivement. Les courbes montrent la moyenne des PSNRs de
reconstruction (i.e., l’erreur d’estimation de X), en fonction de β, ainsi que l’écart-type sur 64
réalisations de bruit indépendantes. Nous avons choisi deux jeux de données différents, 6it et 50it,
correspondant à un nombre différent d’itérations de la méthode de reconstruction. Les images 6it
sont censées contenir un bruit plus proche du modèle de Poisson, alors que les données 50it ont été
plus fortement traitées, et ont subi en outre un lissage spatial par la PSF, une pratique courante en
TEP dynamique.

On constate des différences significatives selon la valeur de β. Conformément à nos attentes, la
qualité de reconstruction semble meilleure pour les petits β dans le cas de l’image 6it, ce qui est
cohérent avec les statistiques attendues du bruit, encore assez proche du modèle Poisson. À l’inverse,
l’influence de β pour les images 50it semble moindre, vraisemblablement en partie à cause du lissage
réalisé en post-processing sur cette image.

5.3.4 Discussion

Dans cette contribution [J9], nous avons proposé des algorithmes d’analyse factorielle pour les
données TEP, qui utilisent la β−divergence pour le terme d’attache aux données. Nous avons en
particulier proposé un nouvel algorithme MM pour le démélange basé sur notre modèle SLMM
présenté précédemment, qui prend en compte la variabilité spatiale d’un facteur. Alors que la
plupart des travaux de la littérature postulent d’abord un modèle de bruit, et en déduisent une
mesure de divergence en général basée sur la vraisemblance, nous avons plutôt adopté l’approche
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Figure 5.7 : PSNR moyen pour les images 6it (gauche) et 50it (droite) pour β-NMF avec facteurs
fixes (haut) et estimés (bas).

opposée, la difficulté résidant alors dans le choix du paramètre β. Des simulations réalistes nous ont
permis d’évaluer expérimentalement l’impact du choix de β sur les résultats de la factorisation, qui
s’est avéré souvent significatif. Les résultats montrent également que les “bonnes” valeurs de β se
trouvent autour de 0 et 1 pour les données reconstruites avec un faible nombre d’itérations et sans
lissage en post-traitement. Lorsqu’on considère une image reconstruite avec plus d’itérations et un
lissage, les valeurs optimales de β semblent se décaler entre 1 et 2, mais l’impact du choix de ce
paramètre devient moins important. Ces constations sont en accord avec nos connaissances sur le
bruit, plutôt poissonnien avant reconstruction, et devenant plus additif avec la reconstruction et les
post-traitements.

Ces résultats nous semblent intéressants d’un point de vue applicatif, car ils montrent que l’on
peut améliorer significativement les résultats en choisissant correctement la mesure de divergence, et
les algorithmes que nous avons considérés basés sur la β−divergence permettent de le faire facilement
en changeant un unique paramètre. En revanche, la question du choix de β reste un problème
ouvert. Par ailleurs, nos constatations expérimentales sont limitées car elles reposent fortement
sur les simulations. D’autres études similaires utilisant d’autres données et simulations seront donc
nécessaires pour confirmer l’intérêt de la β-divergence dans le contexte de la TEP dynamique, et
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Figure 5.8 : PSNR moyen pour les images 6it (gauche) et 50it (droite) pour β-LMM avec facteurs
fixes (haut) et estimés (bas).

proposer des stratégies de choix de β.

71



Chapitre 5. Démélange d’images TEP dynamiques

5.4 Vers un modèle de démélange plus quantification

En TEP dynamique, les quantités physiques d’intérêt ne sont pas les facteurs et leurs proportions
(il existe des modalités d’imagerie plus simple pour accéder à des informations structurelles), mais
des quantités dérivées appelées binding potentials, reliés aux facteurs par des modèles cinétiques.
Le modèle de démélange SLMM est donc seulement une étape intermédiaire, qui permet ensuite
l’estimation de ces potentiels. Dans la fin de sa thèse, Yanna Cavalcanti a proposé de combiner ces
deux étapes, en définissant un modèle de mélange paramétrique non linéaire nommé PNMM. Ce
travail fait l’objet d’un article [P1] actuellement en révision, et que nous décrivons très brièvement
ici.

On reprend les notations précédentes. On considère cette fois le cas plus général où tous les tissus
(et donc tous les facteurs) peuvent être affectés par la variabilité liée à la fixation spécifique, sauf le
facteur mK correspondant au sang. Le modèle de mélange paramétrique (PNMM) correspondant
modélise la courbe de temps-activité au pixel n comme

xn =
K−1∑
k=1

akn

(
mk +

V∑
i=1

bkinmk ∗ e−αkit + bk0nmk

)
+ aKnmK , (5.24)

où les nouvelles variables à estimer bn et α sont caractéristiques de la cinétique du traceur, et
permettent de calculer les potentiels. Les autres paramètres et notations sont les suivants :

• V est le nombre de compartiments dans le modèle, typiquement 1 ou 2 ;
• t ∈ RL contient les temps d’acquisitions de chaque frame, supposés connus ;
• δ est l’impulsion de Dirac, et l’exponentielle est terme-à-terme ;
• bkin représente toujours possède un indice additionnel k, puisque la variabilité interne est à

présent spécifique à chaque tissu et donc chaque facteur.

Bien que le modèle de mélange soit plus complexe, et fortement non-linéaire, il est possible de dériver
un algorithme de démélange basé sur PALM pour estimer les quantités A, M, bn et α, et d’en
déduire les potentiels de liaison. En utilisant des régularisations et des initialisations adaptées, cet
algorithme a montré de bonnes performances d’estimations sur des simulations. Nous renvoyons le
lecteur à [P1] pour plus de détails concernant cette contribution.

5.5 Bilan et discussion

La problématique de la séparation de sources, que l’on retrouve sous différents termes et techniques,
est très présente en imagerie médicale et biologique. Nous avons présenté dans ce chapitre l’exemple
de la TEP dynamique, où des analyses factorielles permettent de démélanger les courbes de temps-
activité mesurées, pour estimer les facteurs spécifiques à chaque tissu, ainsi que la répartition spatiale
de ces tissus. En fonction du traceur utilisé, un phénomène dit de fixation spécifique peut moduler la
courbe de temps-activité, conduisant à un paradigme de démélange avec variabilité spatiale.

Nous avons présenté ici trois contributions basées sur des modèles adaptés à ce problème :
un nouveau modèle de mélange incluant une variabilité spatiale, appelé SLMM et inspiré par
[Thouvenin et al., 2015] ; des algorithmes pour le démélange SLMM basé sur la β-divergence, dont on
a montré l’intérêt potentiel pour ces données ; et enfin un modèle paramétrique non-linéaire exploitant
un modèle cinétique, pour effectuer de manière conjointe le démélange et la quantification.
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5.5. Bilan et discussion

Ces contributions se basent sur des modèles de plus en plus complexes, ce qui a un intérêt
applicatif mais aussi des inconvénients. En effet, en multipliant le nombre de variables, on augmente
la difficulté du problème, la solution devenant de plus en plus dépendante des régularisations et de
leurs poids, mais aussi de l’initialisation. Par ailleurs, proposer des modèles de plus en plus complexes
n’a de sens que si cela fait baisser l’erreur de modélisation. Cet aspect est difficile à évaluer sur
des données aussi complexes que la TEP dynamique, et l’évaluation de ces techniques mériterait
d’être poursuivie, en particulier sur plus de données réelles. Pour autant, et grâce aux nombreuses
simulations réalistes effectuées, nous pensons avoir démontré l’intérêt de tels modèles, pour la TEP
dynamique mais aussi pour d’autres données pour lesquelles des modèles de facteurs latents, même
complexes et fortement non-linéaires, seraient connus.

Enfin, une question spécifique au démélange de données issues de tomographie, concerne la place
de la reconstruction. Des travaux proposent en effet d’effectuer le démélange ou l’analyse cinétique
avant la reconstruction [Wang and Qi, 2013], ce qui pourrait permettre de réduire les incertitudes
concernant notamment les erreurs de reconstruction et la nature du bruit. Mais cela nécessite l’accès
aux données brutes et la maîtrise de la méthode de reconstruction, ce qui n’était pas le cas dans
cette étude.
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CHAPITRE 6

Fusion d’images multi-bandes

Le traitement des images hyperspectrales a constitué une part importante de mon activité de recherche
depuis mon recrutement. J’ai d’abord travaillé sur le débruitage des images hyperspectrales dans
le cadre d’une première R&T CNES dont j’étais responsable, ce qui m’a permis de me familiariser
avec l’imagerie satellite, et d’acquérir une bonne connaissance des algorithmes de démélange et
de débruitage d’image. Nos résultats expérimentaux ont montré que les résultats les plus efficaces
semblaient atteints par des techniques bien établies de la littérature de traitement d’images, plutôt que
par des propositions spécifiques à l’imagerie hyperspectrale comme [Yuan et al., 2012]. Précisément,
nous avons montré qu’une analyse en composante principale (ACP) conservant environ 15 bandes
permettait un débruitage spectral efficace, tout en étant compatible avec la transformée de Anscombe
généralisée que l’on utilise pour compenser la nature non additive du bruit [Makitalo and Foi, 2012].
Ensuite, l’application bande à bande de l’algorithme Non-local Bayes [Lebrun et al., 2013] donnait les
meilleures performances pour le débruitage dans la dimension image. Nous avons été un peu surpris
par ce résultat, car nous pensions qu’une approche jointe (qui traite toutes les bandes ensemble)
serait plus efficace, mais il semble que la décorrélation induite par l’ACP ait été suffisante pour
assurer de bonnes performances pour cette approche séparable, alors que les approches jointes étaient
plus difficiles à paramétrer.

Une seconde R&T a suivi, motivée par une comparaison expérimentale des approches de fusion
d’images multi-bandes en télédétection. Cela inclut le problème dit du pan-sharpening, qui tente
de combiner une image panchromatique haute-résolution et une image multi-spectrale de résolution
spatiale plus faible. Mais aussi la fusion entre une image panchromatique (ou multispectrale) et
une image hyperspectrale, là encore à plus faible résolution spatiale. Là encore, l’objectif est de
disposer d’un cube de données qui possède le meilleur des résolutions spatiale et spectrale des images
observées. L’approche privilégiée utilisait une formulation variationnelle avec deux termes d’attache
aux données, similaire à celle sur laquelle j’avais travaillé en post-doctorat [C19], mais aussi aux
travaux récents de l’équipe de l’IRIT [Wei et al., 2015a, Wei et al., 2015c]. Dans ces approches, il
s’agit de régulariser le problème inverse au moyen de régularisations spatiales et spectrales, avec des
contraintes d’implémentation liées à la grande dimension des données.

C’est sur ce même problème qu’a travaillé Claire Guilloteau dans sa thèse, que nous avons
co-encadrée avec Nicolas Dobigeon et Olivier Berné. Le contexte applicatif est différent car il s’agit
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d’imagerie astronomique, pour deux instruments qui seront embarqués sur le télescope spatial James
Webb. La formulation du problème de fusion reste la même, mais il y a deux grandes différences par
rapport au cadre de la télédétection. D’une part, les dimensions spatiale et spectrale sont beaucoup
plus grandes, ce qui nécessite une réduction de dimension et des algorithmes rapides. Et d’autre part,
le flou causé par l’instrument varie fortement en fonction de la longueur d’onde à cause de la limite
de la diffraction, ce qui n’était pas le cas (ou alors de manière négligeable) en observation de la Terre.

Le chapitre est organisé comme suit. On commence par donner un aperçu du contexte et de la
littérature en télédétection dans la section 6.1, ainsi que quelques résultats expérimentaux tirés de la
R&T CNES. La section 6.2 présente ensuite le contexte de l’imagerie astronomique ainsi que notre
méthode de fusion rapide [J3]. Des résultats expérimentaux sont présentés ensuite dans la section 6.3.
Pour ne pas surcharger le manuscrit nous ne présentons pas en détail le contexte applicatif de ces
travaux, lié au programme d’observation Early release science porté par Olivier Berné, et renvoyons
le lecteur à [J4] pour plus de détails concernant ces aspects.

6.1 Fusion d’images en télédétection

6.1.1 Motivation

La fusion consiste à améliorer la résolution spatiale d’une image multibande (i.e., multispectrale ou
hyperspectrale) lorsqu’une image complémentaire à plus haute résolution spatiale (i.e., panchromatique
ou multispectrale) est disponible pour la même scène d’intérêt. En soi, cette fusion peut être interprétée
comme un problème de super-résolution de l’image multibande originale, informé par une donnée
annexe qui possède la résolution spatiale cible. Le produit fusionné combine le meilleur des résolutions
de ces deux images, ce qui est d’intérêt pour de multiples applications, notamment en imagerie
hyperspectrale. Une illustration du processus de fusion est donnée en Figure 6.1, dans le cas de la
fusion d’une image hyperspectrale et d’une image panchromatique.

Figure 6.1 : Illustration de la fusion d’une image hyperspectrale et d’une image panchromatique.

La tâche de fusion d’une image multispectrale (MS) et d’une image panchromatique (PAN)
est communément dénommée pansharpening dans la littérature du traitement d’image et de la
télédétection pour l’observation de la Terre. Les premières méthodes développées reposent sur une
injection des informations de haute résolution spatiale fournies par l’image PAN (les détails) dans
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l’image MS observée (interprétée comme une version basse fréquence de l’image cible). Cette injection
peut alors être réalisée dans le domaine image original [Gillespie et al., 1987, Vrabel, 1996], méthode
connue sous le nom de méthode de Brovey et déjà largement employée dans les chaînes de traitement
conventionnelles. Cette injection peut également être menée dans un domaine transformé, notam-
ment pour limiter les aberrations chromatiques, comme dans l’espace des composantes principales
[Kwarteng and Chavez, 1989].

Moyennant des ajustements limités, ces méthodes de pansharpening multispectral peuvent être
adaptées pour réaliser la fusion d’une image hyperspectrale (HS) et d’une image PAN, tâche dénommée
pansharpening hyperspectral. Ce problème, abordé dans la littérature plus récemment, suscite depuis
quelques années un intérêt grandissant dans la communauté de la télédétection, de par les possibilités
offertes par les nouveaux capteurs hyperspectraux [Loncan et al., 2015]. Ces méthodes d’injection
de détail ont l’avantage majeur d’être très peu coûteuses en temps de calcul. Si elles fournissent
des résultats qui peuvent être visuellement intéressants, elles présentent néanmoins deux limitations
majeures :

• un examen approfondi du produit fusionné peut révéler des aberrations spatiales et/ou spectrales,
• ces méthodes d’injection de détails peuvent difficilement être généralisées au cas de la fusion

d’une image MS et d’une image HS puisque, dans ce scénario, l’information spatiale est répartie
dans une image multi-bande.

Plus généralement, ces méthodes restent sous-optimales dans le sens où elles ignorent les informations
annexes éventuellement disponibles concernant les processus d’acquisition des deux images. Pourtant,
il est relativement aisé de modéliser les deux images observées comme des versions dégradées
spatialement et spectralement de l’image cible à reconstruire. Les dégradations mises en jeu dans
cette modélisation représentent généralement des filtrages spatiaux et spectraux de l’image fusionnée,
qui peuvent être connus avec une grande précision puisqu’ils sont caractéristiques des instruments.

En utilisant ces modèles de dégradation, la tâche de fusion s’écrit naturellement comme un
problème inverse, c’est-à-dire un problème d’estimation ou d’optimisation faisant intervenir deux
termes d’attache aux données et des régularisations ou priors. Les problèmes inverses sont un cadre
naturel pour résoudre de nombreux problèmes de reconstruction ou de restauration d’images, comme
la tomographie, le compressed sensing, la déconvolution ou la super-résolution. La particularité ici
est que les régularisations spatiale et spectrale peuvent être informées par chaque modalité, ce qui
permet d’obtenir de meilleurs résultats qu’en utilisant des régularisations standard. Ce point est
étonnamment peu présent dans la littérature, c’est pourquoi ce sera un fil rouge de ce chapitre. Dans
cette section, on donne d’abord un bref aperçu de l’état de l’art en 6.1.3, avant de montrer quelques
résultats expérimentaux en 6.1.4, venant des comparaisons effectuées pour la R&T CNES.

6.1.2 Notations et hypothèses

Nous reprendrons au maximum les notations du chapitre précédent, avec les nouvelles notations
suivantes :

• yp désigne l’image panchromatique haute-résolution, de taille 1×N
• Ym désigne l’image multispectrale haute-résolution, de taille l ×N
• Yh désigne l’image hyperspectrale basse-résolution, de taille L× n
• Contrairement au chapitre précédent, les indices des bandes et des pixels seront respectivements

désignés par les lettres b et p, pour éviter les confusions avec les grandeurs l et n
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• Certaines méthodes supposent connu le modèle direct de dégradation pour les deux images. On
le notera

Yh ≈ XR
Ym ≈ LX, ou bien yp ≈ lX, selon que l’on considère le cas MS+HS ou PAN+HS,

le symbole ≈ signifiant aux erreurs de mesure près. L’image hyperspectrale est donc modélisée
par une dégradation spatiale, donc par une matrice à droite, alors que l’opérateur de dégradation
spectral modélisant l’acquisition multispectrale est une matrice à gauche. On reviendra plus en
détail sur ce modèle dans la section concernant les problèmes inverses.

6.1.3 Etat de l’art en fusion d’images multibandes

Nous présentons ici quelques méthodes de la littérature qui nous paraissent particulièrement inté-
ressantes. Bien que certaines soient spécifique à l’un ou l’autre des scénario de fusion (PAN+MS,
PAN+HS, MS+HS), nous les présenterons par simplicité dans le cas de la fusion d’une image PAN
yp et d’une image HS Yh.

Méthodes heuristiques

Ces méthodes ont en commun de partir de l’image HS, interpolée spatialement à la résolution
de l’image PAN, que nous noterons Ỹh. L’image fusionnée X̂ est obtenue à partir de Ỹh, en
lui ajoutant des détails spatiaux provenant de la différence entre l’image panchromatique et une
approximation basse résolution. En adoptant la formulation de [Tu et al., 2001], reprise également
dans [Vivone et al., 2015], ces méthodes heuristiques s’écrivent :

X̂b = Ỹb
h + gb(yp − ȳh), (6.1)

où les coefficients gb, appelés gains d’injection, contrôlent la quantité de détails pour chaque bande,
et ȳh est une approximation de l’image panchromatique calculée à partir de Ỹh. Trois manières
d’effectuer cette approximation, à basse résolution spatiale et spectrale, conduisent à trois sous-familles
de méthodes :

• La substitution de composantes consiste à dégrader spectralement l’image hyperspectrale ;
• L’analyse multi-résolution consiste à dégrader spatialement l’image panchromatique en utilisant

des pyramides multi-échelles ;
• Certains travaux ont combiné les deux : on parle alors de méthodes hybrides.

Nous ne rentrerons pas dans les détails de ces techniques, et renvoyons le lecteur à [Vivone et al., 2015]
pour une vue d’ensemble. À la place, nous nous concentrons sur la méthode dite de Brovey
[Gillespie et al., 1987], qui correspond au choix de poids vectoriels gb = Yb

H � ȳH , � signifiant
division terme à terme. Dans ce cas, l’équation (6.1) devient :

X̂b = Ỹb
h � yp � ȳh. (6.2)

Autrement dit, la transformation de Brovey (BT) multiplie toutes les bandes de l’image HS basse
résolution par un même coefficient multiplicateur. Si l’on suppose connu l’opérateur l de dégradation
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spectral, ce qui est le cas en pratique avec une bonne précision (yp ≈ lX), il est naturel de le choisir
à la place des poids wb. On obtient alors la formule suivante, en notation matricielle :

X̂b = Ỹb
h � yp �

(
lỸh

)
. (6.3)

À notre connaissance, cette variante de la méthode de Brovey utilisant l’opérateur de dégradation
spectrale n’est pas présente dans la littérature, or comme nous le verrons elle peut offrir de bons
résultats malgré sa simplicité. Par ailleurs, nous aimerions interpréter l’équation (6.4) comme une
itération d’un algorithme de descente multiplicatif [Sha et al., 2007], à partir du point Ỹh, et qui
minimiserait les moindres carrés aux observations haute-résolution ‖yp − lX‖22. En fait, la mise à
jour classique de type NMF [Lee and Seung, 2001] mène plutôt à la mise à jour suivante, en notation
matricielle :

X̂ = Ỹh �
(
lTyp

)
�
(
lTlỸh

)
. (6.4)

C’est l’écriture du manuscrit qui m’a fait formalisé cette nouvelle mise à jour, qui se généralise
facilement à la fusion MS+HS et que je prévois de tester dans les mois à venir. Par rapport
aux formulations « problème inverse » décrites dans la suite de cette section, une telle méthode
multiplicative se distingue en trois points. Premièrement elle est asymétrique : on utilise d’abord
l’image HS, puis l’image PAN dans un second temps. Deuxièmement, elle ne fait pas appel au modèle
direct de dégradation spatiale, ce qui peut être un avantage en observation de la Terre où il n’est pas
toujours connu avec une bonne précision. Enfin, une telle méthode n’a pas de régularisation explicite,
c’est le nombre d’itérations qui contrôle le sur-apprentissage (early stopping).

Méthodes par démélange

Nous considérons ici spécifiquement le cas de la fusion MS+HS. Les premiers travaux se sont basés
sur la décomposition en matrices non-négatives (NMF) [Lee and Seung, 1999], une méthode très
utilisée en séparation de sources qui permet de représenter chaque pixel de l’image HS comme
une combinaison additive de quelques spectres. Dans [Berné et al., 2010], la NMF est utilisée pour
factoriser les images HS et MS :

Yh ≈MhAh

Ym ≈MmAm.

Mh représente les signatures spectrales (à haute résolution spectrale), alors que Ah donne leur
répartition spatiale (à basse résolution spatiale), et les résolutions sont inversées pour l’image MS.
L’idée de cette technique est d’écrire X̂ = MhAm, pour combiner les bonnes résolutions spectrale et
spatiale. Plus précisément, la méthode suit les 4 étapes suivantes :

1. Une NMF appliquée à l’image HS permet d’estimer Mh et Ah.
2. Mm est calculée en dégradant spectralement les signatures de Mh.
3. Les coefficients Am de l’image MS sont obtenus en résolvant un problème de moindres carrés :

cela revient à réaliser une NMF mais en fixant le terme Mm.
4. L’image finale est estimée X̂ = MhAm.

Plutôt que d’utiliser la NMF, plusieurs travaux la remplacent par des algorithmes de démélange
spectral, qui imposent une contrainte de somme à un des coefficients (appelés alors abondances).
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Une première approche [Kawakami et al., 2011] reconstruit l’image haute résolution en deux temps :
une première étape de démélange spectral avec contraintes de parcimonie sur les abondances, et
une seconde étape d’estimation des abondances de l’image haute résolution à partir de l’image MS,
toujours en minimisant leur norme `1. Les articles [Akhtar et al., 2014], [Lanaras et al., 2015] et
[Huang et al., 2014] améliorent cette approche en deux étapes, en tenant compte du bruit dans le
démélange et en estimant l’image finale (second étape) grâce à des apprentissages de dictionnaire.
Notons que [Lanaras et al., 2015] propose d’abord une formulation symétrique, qu’ils résolvent
séquentiellement pour “stabiliser” l’estimation.

Un raffinement des méthodes précédentes, appelée CNMF [Yokoya et al., 2012], utilise également
l’opérateur de dégradation spatiale, en tentant d’imposer les contraintes suivantes :

Ah = AmR
Mm = LMh.

Autrement dit, les signatures spectrales (endmembers) des images MS et HS sont explicitement reliées
par la réponse spectrale L du capteur MS, et de même pour les abondances. Cette contrainte est
insérée dans le schéma général de la NMF, en modifiant les initialisations et en faisant les mises à
jour alternativement pour les quatre variables. Si le schéma correspondant semble converger vers une
solution intéressante, à ma connaissance cette convergence n’a pas été démontrée dans la littérature.
Un autre inconvénient de cette approche est qu’elle ne gère pas directement le bruit résiduel contenu
dans les images MS et HS. Ce bruit tend donc à se retrouver dans les spectres (matrices M) et
les abondances (matrices A), et donc dans le résultat final. Plusieurs variantes de CNMF ont été
présentées dans la littérature pour tenter de réduire la complexité algorithmique, comme par exemple
[Karoui et al., 2013].

La fusion comme un problème inverse

Les premières approches bayésiennes remontent à une quinzaine d’années, pour la fusion PAN+HS
[Eismann and Hardie, 2004, Hardie et al., 2004] aussi bien que la fusion MS+HS [Eismann and Hardie, 2005].
Ces techniques ont été réactualisées dans des travaux plus récents [Akhtar et al., 2014, Bendoumi et al., 2014,
Wei et al., 2015b]. On considère la fusion MS+HS, avec le modèle suivant :

Yh = XR + Nh

Ym = LX + Nm.
(6.5)

Les opérateurs de dégradation sont modélisés de la manière suivante :

• R représente l’opérateur de dégradation spatial, en général supposé être la composition d’une
convolution 2D avec la réponse impulsionnalle (PSF) de l’instrument HS, suivi d’un sous-
échantillonnage 2D avec un facteur N/n supposé entier.

• L est une matrice l × L, qui encode la réponse spectrale de l’instrument MS.
• Nh et Nm sont des images contenant le bruit présent dans les mesures HS et MS, respectivement.

Pour simplifier on suppose que l’image fusionnée est recherchée à la résolution spatiale de l’image
MS et la résolution spectrale de l’image HS, mais on pourrait aussi ajouter des opérateurs de part et
d’autre dans le modèle ci-dessus pour modéliser une situation plus générale. Une seconde hypothèse
concerne le bruit : il est supposé Gaussien indépendant, de variance σ2

h pour l’image HS et σ2
m pour
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MS. Notons que plusieurs travaux [Wei et al., 2015b] considèrent des niveaux de bruit différents pour
chaque bande spectrale, voire des corrélations spectrales, qui peuvent être prises en compte dans les
formulations décrites ci-dessous.

Sous ces conditions, l’estimateur de maximum de vraisemblance de l’image recherchée s’écrit

X̂ = arg min
X

1
2σ2

h
‖Yh −XR‖2F + 1

2σ2
m
‖Ym − LX‖2F , (6.6)

où ‖·‖2F désigne la norme de Frobenius au carré, c’est-à-dire la somme de tous les coefficients de la
matrice au carré. En général ce problème est mal posé : il possède une infinité de solutions, et même
s’il n’en existe qu’une, on ne peut pas la calculer de manière stable car les opérateurs intervenant
dans le modèle direct (6.5) sont mal conditionnés. On ajoute ainsi des termes supplémentaires,
appelés régularisations, qui ont pour rôle de guider la solution, autrement dit de favoriser certaines
propriétés parmi l’ensemble des solutions possibles. Plusieurs choix de régularisations sont possibles,
qui caractérisent les différentes méthodes, que nous décrivons dans la suite.

Mais avant d’aller plus loin, il convient de distinguer les différents scénarios de fusion. Si la formula-
tion (6.6) convient pour la fusion PAN+MS, elle est difficilement applicable pour la fusion faisant inter-
venir des images hyperspectrales. On sait en effet que ces images sont particulièrement redondantes, et
peuvent être représentées dans un espace spectral de plus faible dimension [Bioucas-Dias et al., 2012].
La plupart des techniques de traitement d’image hyperspectrale font donc intervenir une étape
de réduction de dimension [Simões et al., 2015], opérée par exemple par analyse en composantes
principales (ACP) ou des techniques de démélange spectral comme VCA (Vertex Component Ana-
lysis) [Nascimento and Dias, 2005]. On notera ainsi X = VZ, V étant la matrice de taille L ×K
opérant ce changement de dimension. Résoudre la fusion revient alors à estimer Z, duquel on déduit
ensuite X. Le problème inverse correspondant s’écrit alors :

Ẑ = arg min
Z

1
2σ2

h
‖Yh −VZR‖2F + 1

2σ2
m
‖Ym − LVZ‖2F + λϕ(Z), (6.7)

ϕ étant l’une des pénalisations décrites dans les sections suivantes, contrôlée par un paramètre λ > 0.
Les premiers travaux opérant dans le cadre bayésien [Hardie et al., 2004], [Eismann and Hardie, 2005]

postulent que l’image haute résolution recherchée a une distribution gaussienne, ce qui conduit à un
problème de minimisation quadratique. Mais cette hypothèse gaussienne, bien que conduisant à une
formulation simple, n’est pas bien adaptée pour des images. D’une part parce que les images sont
intrinsèquement non stationnaires : elles sont plutôt composées d’une partition de différentes zones,
chacune ayant des caractéristiques très différentes. D’autre part, il existe de très fortes corrélations
spatiales dans les images, puisque deux pixels voisins ou correspondant au même objet auront des
spectres très similaires.

Une extension présentée dans [Zhang et al., 2009] consiste à effectuer cette estimation bayésienne
dans le domaine de la transformée en ondelettes spatiale. Cela permet d’une part de décorréler les
pixels, et d’autre part d’estimer les paramètres indépendamment à chaque échelle. Les résultats
semblent meilleurs, mais ils reposent toujours sur un a priori gaussien, qui n’est pas parfaitement
réaliste, les coefficients d’ondelettes d’une image suivant plutôt une distribution gaussienne généralisée.

Notons également l’approche bayésienne [Wei et al., 2015b], qui estime l’image haute résolution
sous le même a priori gaussien. L’originalité de ce travail est d’introduire un modèle hiérarchique
(grâce à des hyper-priors), l’estimation étant réalisée par des techniques d’échantillonnage (MCMC).
Le principal avantage est que la méthode estime automatiquement tous les paramètres du modèle,

81



Chapitre 6. Fusion d’images multi-bandes

mais la complexité des méthodes MCMC empêche de l’appliquer à des images HS. Une solution
astucieuse pour y remédier a été proposée par [Wei et al., 2015c, Wei et al., 2016], qui remarque
qu’avec un a priori gaussien, la minimisation du problème quadratique (6.6) se formule comme une
équation de Sylvester qui possède une solution explicite, que l’on peut calculer de manière efficace.
Cela permet de diviser le temps de calcul d’un facteur 100 environ. La méthode correspondante sera
appelée FUSE.

Une classe de régularisations introduite plus récemment est basée sur la norme `1, qui favorise la
parcimonie. De telles pénalités sont non différentiables, mais de nombreuses solutions algorithmiques
ont été proposées ces 15 dernières années pour en tenir compte dans la minimisation. Un exemple est
la variation totale vectorielle utilisée dans [Simões et al., 2015], définie par

ϕ(Z) = ‖ZD‖12 , (6.8)

où D est un opérateur de différences finies spatial, et la norme `12 est définie par

‖V‖12 =
∑
i

∥∥∥Vi
∥∥∥

2
.

Cette pénalité est employée pour favoriser la parcimonie groupée des coefficients du gradients, et
la motivation est la suivante : si l’on se trouve dans une zone homogène, le gradient spatial dans
toutes les bandes doit être faible (ou nul). Si à l’inverse on se trouve sur un contour, toutes les
bandes sont susceptibles d’avoir un gradient non nul, et d’amplitude arbitraire. La méthode de fusion
correspondante est appelée HySure.

L’utilisation de ces régularisations classiques donnent de bons résultats, mais qui nous semblent
sous-optimaux : en effet, toute régularisation aura nécessairement tendance à biaiser la solution.
Par exemple, la variation totale est connue pour sous-estimer le contraste, tout en créant des effets
d’escalier sur les zones homogènes. Or dans notre problème de fusion, l’image haute résolution spatiale
contient déjà une grande part de l’information sur la géométrie de l’image, et peut donc être utilisée
pour construire une régularisation spatiale informée. Remarquons que la recherche de la solution
dans un sous-espace comme dans l’équation (6.7) opère déjà une régularisation spectrale informée,
puisqu’on exploite l’image à haute résolution spectrale pour estimer ce sous-espace. Nous reviendrons
sur ce point dans la section 6.2.

6.1.4 Une comparaison expérimentale

Nous donnons ici un extrait des résultats expérimentaux issus de notre étude avec le CNES. Nous
avons pour cela considéré des images simulées, la vérité terrain X étant issue d’un pré-traitement de
4 images réelles Aviris de taille 512×512. Le modèle direct considéré utilisait les gabarits spectraux de
Pléiades 1A pour l’opérateur L, et une PSF gaussienne suivie d’un sous-échantillonnage d’un facteur
4 ou 8 pour l’opérateur R de dégradation spatiale. Nous avons simulé les observations selon notre
modèle direct, en utilisant plusieurs niveaux de bruit gaussien. Nous avons comparé les méthodes
suivantes :

• L’interpolation spatiale spline cubique de Yh ;
• La méthode de Brovey présentée ci-dessus en (6.4) ;
• L’algorithme CNMF [Yokoya et al., 2012], modifié pour utiliser les deux modèles directs ;
• La méthode HySure [Simões et al., 2015] ;
• La méthode rapide FUSE [Wei et al., 2015c] basée sur la résolution d’une équation de Sylvester ;
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Vérité-terrain Interpolation

Brovey HySure

CNMF FUSE

Figure 6.2 : Compositions colorées RGB pour la fusion MS+HS, avec un sous-échantillonnage d’un
facteur 4.
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Vérité-terrain Interpolation

Brovey HySure

CNMF FUSE

Figure 6.3 : Compositions colorées de bandes dans l’infrarouge, pour la fusion MS+HS, avec un
sous-échantillonnage d’un facteur 4.
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Un exemple de visualisation spatiale des résultats est donné dans les figures 6.2 et 6.3, pour
respectivement les 3 bandes RGB et des bandes dans l’infrarouge. À première vue, à part l’interpolation
qui fournit une image très floue, les autres méthodes donnent un rendu satisfaisant. On observe
toutefois des différences dans le rendu des détails spatiaux fins, comme les petites structures linéaires
ou les textures haute-fréquence. C’est particulièrement visible dans l’infrarouge, pour la méthode de
Brovey et pour HySure qui contient des artefacts typiques de la régularisation par variation totale.
La qualité des résultats de CNMF et FUSE semble meilleure.

Nous avons également comparé quantitativement ces méthodes, en calculant les distances entre
leurs sorties et la vérité terrain, au moyen des trois sortes de métriques suivantes.

• Métriques globales : on considère une erreur globale sur tout le cube, grâce à des métriques
classiques comme l’erreur quadratique moyenne (EQM), le rapport signal sur bruit-crête
(PSNR), ou une métrique appelée EMD (pour Earth-mover distance), qui calcule la distance
de Wasserstein-1 entre l’histogramme du produit terme à terme des images, et l’optimum qui
est un Dirac en 1.

• Métrique spectrale : pour évaluer plus spécifiquement la reconstruction des spectres, une
distance naturelle est l’angle, défini pour deux vecteurs a et b par angle(a,b) = arccos 〈a,b〉‖a‖‖b‖ .
La mesure aSAD (pour average Spectral Angle Distance) en fait la moyenne sur tous les pixels.

• Métrique spatiale : pour comparer deux images plus finement, nous utilisons la métrique
classique SSIM, que nous moyennons sur toutes les bandes spectrales. Pour une meilleure
visualisation nous montrerons sa version logarithmique : 10 log10(SSIM−1).

Ces métriques sont données dans la Figure 6.5, tandis que le temps de calcul est montré dans la Figure
6.4. Quelle que soit la métrique considérée, les méthodes par problèmes inverses (FUSE, FUSE-S et
HySure) donnent les meilleurs résultats. CNMF obtient également de bonnes performances, mais
qui se dégraderont fortement dans les simulations avec plus de bruit, ce qui est logique puisqu’il
n’y a pas de régularisation spatiale explicite. La méthode de Brovey donne des résultats moyens, à
mi-chemin entre l’interpolation et les techniques par problèmes inverses. Notons tout de même que la
méthode de Brovey ne suppose pas connu le modèle de dégradation spatial, ce qui peut être un atout
en observation de la Terre puisque ce dernier n’est pas connu avec une très grande précision, à cause
notamment de la turbulence atmosphérique. À l’inverse, les techniques par problème inverse sont ici
favorisées, dans la mesure où l’on utilise le même modèle direct pour la simulation des données et
pour la résolution du problème, ce qui est parfois qualifié d’inverse crime. Dans la section 6.3 nous
vérifierons la robustesse de ce type de techniques à des erreurs de modèle.

Concernant le temps de calcul, le temps d’exécution de FUSE et Brovey reste de l’ordre de
quelques secondes, alors que pour leurs concurrentes c’est plutôt plusieurs minutes. Ces dernières
techniques, basées sur des algorithmes itératifs coûteux car nécessitant d’appliquer à chaque itération
le gradient de la fonction objectif en (6.6), ne pourront donc pas être utilisées naïvement dans le
contexte astrophysique, où les données sont en dimension très grande. La prochaine section revient
sur ce contexte, et expose la solution que nous avons mise au point dans le cadre de la thèse de Claire
Guilloteau pour une fusion rapide.

85



Chapitre 6. Fusion d’images multi-bandes

interp Brovey MTF HySure CNMF FUSE-S FUSE

0

1

2

3

ti
m

e
 (

lo
g

1
0

) 
(s

)

aviris1

aviris2

aviris3

aviris4

Figure 6.4 : Temps de calcul des différents algorithmes, pour le scénario MS+HS.
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Figure 6.5 : Métriques globales pour la fusion MS+HS. De haut en bas : EQM, PSNR, EMD, aSAD
et aSSIM. Les valeurs les plus basses sont les meilleures, sauf pour les métriques PSNR et aSSIM, en
dB.
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6.2 Fusion rapide pour l’astronomie infrarouge

6.2.1 Contexte : astronomie infrarouge et JWST

Nous considérons ici le même problème de fusion d’images MS et HS, mais cette fois dans le contexte
de l’astronomie infrarouge. L’imagerie astronomique réalise des cartes du ciel dans une ou plusieurs
plages de longueurs d’ondes, et renseigne sur la distribution spatiale de la brillance des objets célestes.
L’étude des variations de la luminosité dans des séries temporelles permet aussi de déduire des
propriétés importantes de ces objets, comme leur période orbitale ou la présence d’exo-planètes. La
spectroscopie est une autre source fondamentale de données astronomiques, qui fournit les spectres
d’émission des objets. L’étude de ces spectres d’émission permet d’estimer la vitesse de ces objets,
éventuellement leur distance, ainsi que de nombreuses propriétés physiques (e.g., température ou
masse d’une étoile) et chimiques (e.g., composition chimique et interactions moléculaires dans un
nuage interstellaire). L’observation dans l’infrarouge est particulièrement intéressante, car elle permet
d’une part d’observer des objets masqués en lumière visible par des nuages de gaz ou de poussière
interstellaire, et d’autre part d’observer des galaxies plus lointaines dont le rayonnement visible subit
un décalage vers le rouge à cause de l’expansion de l’univers.

Le télescope spatial James Webb (JWST), considéré comme le successeur du télescope spatial
Hubble (HST), emportera le plus grand miroir primaire jamais envoyé dans l’espace (6,5m de diamètre
contre 2,4m pour Hubble, comme illustré sur la Figure 6.6). Ceci est rendu possible par une structure
dépliable qui permettra de le faire rentrer dans la coiffe de la fusée. Le JWST sera lancé à la fin de

Figure 6.6 : Vue d’artiste du JWST (gauche) et comparaison entre les miroirs primaires du JWST
et du HST (droite) [Source : NASA/JWST].

l’année 2021, et observera l’univers dans les infrarouges proches et moyens, avec quatre principaux
objectifs scientifiques : l’étude de l’univers jeune, l’étude de la formation et de l’évolution des galaxies,
la compréhension des mécanismes de formation des étoiles, et l’étude des systèmes planétaires.
L’objectif de la thèse de Claire Guilloteau [Guilloteau, 2021] est de fusionner les données d’imagerie
et de spectroscopie que mesureront deux instruments du JWST :

• L’imageur Near-infrared camera (NIRCam) permet d’acquérir des images multispectrales à
l’aide de 29 filtres passe-bande, entre 0.6 et 5 microns ;

• L’instrument Near-infrared spectrograph (NIRSpec) est un spectrographe possédant plusieurs
modes d’observation. Nous exploiterons le mode IFU (Integral Field Unit), qui fournit une image
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hyperspectrale de petite taille, qui peut être augmentée en réalisant de multiples acquisitions
en mosaïque.

Ce travail applicatif est motivé par une collaboration avec Olivier Berné, astrophysicien et
chercheur CNRS à l’IRAP. Olivier est co-porteur d’un programme d’observation « Early Release
Science », appelé PDRs4all : Radiative Feedback from Massive Stars as Traced by Multiband Imaging
and Spectroscopic Mosaics [Berné et al., 2017]. L’objectif de ce projet est d’étudier des régions de
photo-dissociation (PDRs), qui correspondent à des zones de transition entre matière moléculaire et
ionisée. L’étude des phénomènes physiques et chimiques à l’oeuvre dans de telles régions est cruciale
pour mieux comprendre les mécanismes de formations des étoiles et des planètes. Pour cela, le projet
PDRs4all propose notamment de fusionner des observations multi- et hyperspectrales d’une des
PDRs les plus proches de nous : la ceinture d’Orion.

Par rapport au contexte de l’observation de la Terre, le problème de fusion possède ici les
caractéristiques suivantes.

• Le flou spatial dépend de la longueur d’onde. Alors que cela pouvait être négligé dans le cadre
de l’imagerie satellite, car la plage de longueurs d’ondes est relativement étroite et la résolution
spatiale est principalement limitée par l’atmosphère, on observe ici à la limite de diffraction, la
taille de la PSF est donc proportionnelle à la longeur d’onde, suivant le critère de Rayleigh.

• L’estimation se fait en plus grande dimension : l’ordre de grandeur des cubes hyperspectraux
recherchés est d’environ 5 000 bandes par 100 000 pixels.

Dans les paragraphes qui suivent, nous décrivons successivement le modèle de fusion et l’implémenta-
tion rapide que nous avons proposé dans [J3], ainsi que des résultats sur des observations simulées de
la barre d’Orion proposées dans [J4].

6.2.2 Modèle de fusion

Les modèles directs pour les deux instruments NIRCam et NIRSpec ont été construits en se basant
sur la documentation du STSCI, quelques détails sont donnés en section 6.3. Nous les formulons
ainsi, en conservant les notations de la section précédente :

Ym ≈ LmM(X) (6.9)
Yh ≈ LhH(X)S. (6.10)

Dans ce modèle, les opérateurs L sont des opérateurs de dégradation spectrale, tandis que les
opérateurs M représentent la réponse spatiale de l’instrument, connue avec une bonne précision.
Plus précisément, les lignes de Lm sont formées par les fonctions de transmission des l filtres utilisés
lors de l’acquisition, alors que l’équivalent pour l’image hyperspectrale Lh est une matrice diagonale
contenant la fonction de transmission spectrale de l’instrument. Ces dégradations spectrales sont
spatialement invariantes, ce qui permet bien de les formuler comme des produits matriciels à gauche.
Concernant les opérateurs de dégradation spatialeM, nous les modélisons comme une convolution
2D avec la PSF de l’instrument, qui dépend de la longueur d’onde comme expliqué précédemment.
Ils ne s’écrivent plus comme des multiplications matricielles à droite, et seront donc d’une complexité
algorithmique plus importante. Enfin, l’opérateur S réalise un sous-échantillonnage d’un facteur
supposé entier d = N/n.

Pour retrouver X à partir des deux observations bruitées, on utilise une formulation variationnelle
classique similaire à ce que nous avons présenté précédemment. Nous réduisons la dimensions

88



6.2. Fusion rapide pour l’astronomie infrarouge

spectrale grâce à une ACP effectuée sur l’image hyperspectrale, ce qui nous permet le changement de
variable X = VZ, les colonnes de V étant composées des premiers vecteurs propres de la matrice de
covariance (en pratique, on choisit entre 4 et environ 20 composantes). La résolution du problème
inverse nécessite également une régularisation spatiale ϕ(Z), que nous détaillerons dans la suite. Le
problème d’optimisation s’écrit finalement :

Ẑ = argmin
Z

(
1

2σ2
m
‖Ym − LmM(VZ)‖2F + 1

2σ2
h
‖Yh − LhH(VZ)S‖2F + ϕ(Z)

)
, (6.11)

Minimiser ces termes est équivalent à maximiser la vraisemblance associée à un modèle de bruit
blanc gaussien indépendant de variance σ2

m et σ2
h dans les données multispectrales et hyperspectrales,

respectivement. Bien que ce modèle ne soit pas réaliste (un modèle de bruit plus complexe est
donné à la section 6.3), les moindres carrés permettent une formulation simple, tout en offrant des
performances qui restent satisfaisantes.

Comme discuté dans la section précédente pour l’observation de la Terre, il s’agit de choisir
une régularisation spatiale ϕ adaptée à l’image que l’on souhaite reconstruire. Le contexte de
la fusion astronomique nous donnait également une difficulté supplémentaire, puisqu’à cause des
flous spectralement variants il faut résoudre le problème de manière astucieuse pour conserver une
complexité raisonnable. Nous avons donc commencé par considérer la simple régularisation de Sobolev,
c’est-à-dire l’énergie du gradient spatial, qui favorise les solutions lisses. Nous avons ensuite considéré
deux autres régularisations informées par l’image multi-spectrale : une introduisant des poids et
l’autre faisant appel à un apprentissage de dictionnaire. Ces trois régularisations sont détaillées
ci-dessous, et l’implémentation rapide est présentée ensuite.

6.2.3 Régularisations spatiales informées

Sobolev

On considère simplement le choix
ϕ(Z) = µ‖ZD‖2F,

où D est un opérateur de différences finies 2D. Malgré sa simplicité, cette régularisation peut être
adaptée pour des images lisses, ce qui est souvent le cas en astronomie. Mais sur les zones contenant
des détails, la solution sera trop lisse, ce qui motive l’utilisation de la version à poids présentée
ci-dessous.

Sobolev pondérée

La régularisation de Sobolev pondérée s’écrit

ϕ(Z) = µ‖W� (ZD) ‖2F, (6.12)

où la matrice W contient les poids et � représente le produit matriciel terme à terme. Les poids
permettent d’atténuer l’effet de lissage dans les zones de détails, et nous proposons de les calculer en
utilisant l’information haute-résolution disponible dans l’image multi-spectrale :

Wb,p = 1
‖(YmD)p‖22 + ε

,

ε étant un petit paramètre positif évitant les divisions par 0.
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Nous avons également testé une régularisation plus évoluée, basée sur une méthodologie pseudo-
bayésienne. Considérons le modèle direct d’observation multispectral simplifié suivant

Ym = LmX = LmVZ,

où uniquement l’opérateur de dégradation spectral Lm est pris en compte. On choisit un a priori
gaussien pour la quantité ZD, en négligeant les corrélations spatiales. On peut noter cette hypothèse

∀p ∈ {1, · · · , 2N}, (ZD)p ∼ N
(
0,ΣZp

)
.

Un estimateur du maximum a posteriori ferait donc apparaître une régularisation du type

− log p(ZD) ∝ (ZD)pTΣ−1
Zp (ZD)p.

Par le modèle direct d’observation multispectral, on en déduit que le coefficient spatial correspondant
du gradient de l’image multispectrale suit la loi

(YmD)p ∼ N
(
0,ΣYp

)
avec ΣYp = (LmV)ΣZp(LmV)T .

La matrice ne peut pas être estimée facilement, on la supposera donc diagonale :

ΣYp = ‖(YmD)p‖22 I.

Dans le cas particulier où la matrice LmV est carrée et inversible, on peut inverser l’équation pour
en déduire la régularisation optimale. Mais ce n’est pas possible dans le cas général, et d’après nos
expériences il est de toute façon aussi efficace de se limiter à une matrice ΣZ diagonale, ce qui conduit
à la régularisation de Sobolev pondérée avec les poids suivants :

Wp =
diag

(
(LmV)T (LmV)

)
‖(YmD)p‖22 + ε

.

Ce choix permet bien de garantir des poids faibles dans les zones où le gradient discret de l’image
multispectrale est faible, et évite le lissage des détails de la scène. Mais dans les zones de détails,
l’absence de régularisation spatiale peut conduire à la présence d’artefacts. L’utilisation d’une
représentation par dictionnaires permet d’éviter ce problème, comme expliqué dans le paragraphe
suivant.

Dictionnaire

La régularisation spatiale explorée ici est, comme la régularisation précédente, une régularisation
informée exploitant l’information spatiale à haute résolution présente dans la donnée d’observation
multispectrale. De manière similaire à [Wei et al., 2015a], nous utilisons pour cela une étape d’ap-
prentissage de dictionnaire. Mais contrairement à [Wei et al., 2015a], nous proposons d’apprendre
le dictionnaire et le support des codes sur l’image haute-résolution, ce qui en fait véritablement
une régularisation informée, capable de restituer les détails fins de l’image haute-résolution. La
formulation détaillée est décrite dans ce qui suit.

Nous noterons P l’opérateur qui extrait des patches d’une image, avec un recouvrement choisi par
l’utilisateur, et P∗ son adjoint qui moyenne ces mêmes patches. B et C représentent respectivement
le dictionnaire et le code. Pour apprendre le dictionnaire, on applique dans une étape préalable
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l’algorithme Online Dictionary Learning [Mairal et al., 2009] à l’image multispectrale, algorithme
qui résout le problème d’optimisation suivant :

B̂, Ĉm ∈ arg min
B,Cm

1
2
[
‖P(Ym)−BCm‖2F + γ‖Cm‖1

]
.

Comme dans [Wei et al., 2015a], on recalcule ensuite les codes avec une contrainte stricte sur la
parcimonie :

Ĉm ∈ arg min
Cm

1
2‖P

∗(Ym)− B̂Cm‖2F sous la contrainte ‖Cm‖0 ≤ K.

Remarquons qu’on travaille avec des images multi-bandes, on considère donc tous les patches provenant
de toutes les bandes. Les codes Cm contiennent donc les coefficients de chaque atome pour chaque
bande b, que l’on notera avec un petit abus de notation Cm,b. Le principe de la régularisation consiste
ensuite à écrire les patches de la variable recherchée Z comme une combinaison linéaire d’atomes
du dictionnaire, avec une contrainte de support sur les codes. En effet, pour une position spatiale
de patch donnée, on connaît le support des codes utilisés pour représenter la bande b de l’image
MS. En supposant que les structures spatiales sont toutes visibles dans l’image MS, il est naturel de
contraindre les atomes recherchés à avoir le même support. Le problème s’écrit finalement

ϕ(Z,C) = µ‖Z− P∗(B̂C)‖2F sous la contrainte supp(C) ⊂
l⋃

b=1
supp(Ĉm,b). (6.13)

Le choix d’utiliser une pénalité quadratique et une seconde variable C, plutôt que de le changement
de variable Z = P∗(BC), était motivé par le souhait de conserver des problèmes quadratiques pour
l’implémentation rapide (voir section suivante). Cela permet également d’éviter une égalité stricte,
qui serait inadaptée ici dans la mesure où l’image haute-résolution est bruitée.

6.2.4 Résolution rapide

Le choix des régularisations spatiales, relativement simple, est guidé par le besoin de résoudre le
problème (6.11) de manière rapide. En effet, une implémentation naïve d’un algorithme de descente
est extrêmement coûteuse en temps de calcul, puisqu’à chaque itération il faut calculer le gradient,
ce qui nécessite d’appliquer toutes les PSFs associées aux milliers de bandes spectrales. Rien que le
temps de lecture des PSFs devient alors prohibitif. La technique décrite ici consiste, en plus de la
classique formulation dans le domaine de Fourier, à calculer les PSFs équivalentes dans le sous-espace,
et à effectuer la résolution dans celui-ci.

Une première étape, standard pour des PSFs à grand support, consiste à écrire les convolutions
dans le domaine de Fourier, en exploitant l’algorithme rapide FFT. On prend ici le cas de la
régularisation Sobolev, qui s’écrit également facilement en Fourier. En notant F la matrice de la
transformée de Fourier discrète (acronyme anglais DFT) en 2D telle que Ż = ZF, la convolution
appliquée à une bande spectrale spécifique b peut être réécrite

[M(VZ)]b =
(
Ṁb � [VŻ]b

)
FH

[H(VZ)]b =
(
Ḣb � [VŻ]b

)
FH

où Ṁb et Ḣb sont les DFTs 2D des L PSFs correspondant, respectivement, aux instruments d’ob-
servation multispectral et hyperspectral. L’opérateur de sous-échantillonnage S de facteur d s’écrit
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dans le domaine de Fourier comme un opérateur d’aliasing Ṡ = SF de facteur d. Concernant la
régularisation spatiale de Sobolev, l’opérateur de différences finies du premier ordre 2D D peut être
vu comme un opérateur de convolution 2D ayant pour noyaux

(
1 −1

)
et son transposé. Sous des

conditions aux bords périodiques, on peut donc écrire

ZD =
(
Ż� Ḋ

)
FH .

Tous les termes étant quadratiques, l’égalité de Parseval permet de réécrire le problème (6.11)
dans le domaine de Fourier :

̂̇Z = argmin
Ż

(
1

2σ2
m

∥∥∥Ẏm − Lm((VŻ)� Ṁ)
∥∥∥2

F
+ 1

2σ2
h

∥∥∥Ẏh − Lh((VŻ)� Ḣ)Ṡ
∥∥∥2

F
+ µ

∥∥∥Ż� Ḋ
∥∥∥2

F

)
.

Mais cette écriture matricielle ne permet pas une résolution efficace, car on doit revenir dans
l’espace spectral original avant d’appliquer les PSFs. La seconde étape consiste alors à calculer la
séquence d’opérateurs dans le sous-espace spectral. Pour ce faire, on introduit les vecteurs équivalents
ordonnés lexicographiquement ẏm, ẏh, et ż de Ẏm, Ẏh, et Ż, respectivement. On utilise également
la notation V = V⊗ I pour dénoter la version dépliée des opérateurs matriciels. Avec ces notations,
le problème (6.11) se réécrit

̂̇z = argmin
ż

(
1

2σ2
m
‖ẏm − LmṀVż‖22 + 1

2σ2
h
‖ẏh − ṠLhḢVż‖22 + µ‖Ḋż‖22

)
.

Finalement, la tâche de fusion revient à résoudre le système linéaire suivant, au moyen de l’algorithme
du gradient conjugué

Aż = b (6.14)

où les opérateurs A et b sont définis par

A = 1
2σ2

m
VHṀHLHmLmṀV + 1

2σ2
h
VHḢHLHh ṠH ṠLhḢV + µḊHḊ, (6.15)

b = − 1
σ2

m
VHṀHLHm ẏm −

1
σ2

h
VHḢHLHh ṠH ẏh. (6.16)

L’intérêt de cette formulation réside dans le fait que les quantités A et b, qui dépendent de
tous les opérateurs spatiaux et spectraux, sont très parcimonieuses et n’ont besoin d’être calculées
qu’une seule fois. Notons également que la matrice A dépend uniquement des modèles directs définis
par les instruments d’observation, de la régularisation spatiale et de la matrice V engendrant le
sous-espace spectral. Ainsi, dès lors que ce sous-espace reste inchangé, cette matrice ne nécessite par
d’être recalculée pour fusionner plusieurs ensembles d’images MS et HS. Pour le détail du calcul
des opérateurs, nous renvoyons à notre article [J3] reproduit dans l’Annexe B. Pour illustrer le
gain computationnel, on donne dans le tableau 6.1 ci-dessous les complexités algorithmiques des
méthodes naïves, fréquentielle (qui utilise la formulation dans le domaine de Fourier mais pas la
vectorisation), et de notre implémentation rapide. Ces complexités asymptotiques dépendent des
nombres de bandes des images MS l et HS L, de leur nombre de pixels N et n, ainsi que de la
dimension du sous-espace spectral K. On renvoie à [J3] pour le détail du calcul de ces complexités.
Ce tableau montre clairement le gain de l’implémentation rapide, dans laquelle le nombre de bandes
spectrales L, qui vaut en pratique plusieurs milliers, n’intervient que dans l’étape de pré-calcul mais
pas dans les itérations.
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Table 6.1 : Complexité asymptotique (O(·)), pour une itération de l’algorithme de descente de
gradient et le pré-traitement, c’est-à-dire le calcul de l’opérateur A.

Méthode Itération Prétraitement

Naïve LN max {K, l, logN} –

Frequentielle LN max {K, l} LN logN

Vectorisée NK2 LNK2

Dans le cas de la régularisation Sobolev pondérée, la pénalité ne s’exprime plus dans le domaine
de Fourier, on écrit donc la fonction objectif comme la somme d’un terme que l’on peut vectoriser
comme précédemment, et de la pénalité qui fait intervenir K FFTs et FFTs inverses, ce qui reste
raisonnable en complexité. Concernant la régularisation par dictionnaire, la minimisation en Z peut
se vectoriser de manière similaire, et la minimisation par rapport à C est un problème de moindres
carrés que l’on résout facilement. Finalement, on pourrait considérer une régularisation spectrale
quelconque, dès lors qu’elle s’écrit dans le sous-espace spectral (c’est-à-dire en fonction de la variable
Z).

6.3 Quelques résultats sur données JWST simulées

Les sections qui suivent décrivent brièvement la simulation de cette scène et de ces deux instruments,
ainsi que l’évaluation des performances de la fusion sur ces données synthétiques. Ces travaux sont
détaillés dans notre article [J4].

6.3.1 Simulation d’une scène de la ceinture d’Orion et des observations associées

Dans le cadre de sa thèse, Claire Guilloteau a créé une scène synthétique à hautes résolutions spatiale
et spectrale, en combinant des cartes d’abondance extraites d’images des télescopes HST (Hubble
Space Telescope) et ALMA (Atacama Large sub-Millimeter Array), et des spectres simulés dans
le cadre du programme PDRs4all. Le processus, illustré dans la Figure 6.7, a permis de disposer
d’une vérité terrain simple mais relativement réaliste, qui approche les caractéristiques spatiales et
spectrales attendues de la zone à observer au cours du programme PDRs4all [Berné et al., 2017].
Cette simulation nous permettra de tester nos méthodes de fusion dans un cadre contrôlé, en calculant
des métriques d’erreur par rapport à la vérité terrain. Par rapport aux données réelles, cette scène
souffre toutefois de deux limitations notables. D’une part, la résolution spatiale de l’imageur du
JWST est entre 2 et 5 fois plus élevée que celle des télescopes ayant produit les images utilisées
pour former les cartes d’abondance. La scène synthétique est donc plutôt lisse, sans les détails fins
que l’on espère obtenir avec les acquisitions du JWST. Pour remédier à cela, nous avons également
considéré dans l’évaluation une scène synthétique contenant plus de détails spatiaux, formée par
des images de galaxie venant d’observations HST, sans sur-échantillonnage. Bien que cette dernière
scène ne soit absolument pas réaliste d’un pont de vue astrophysique, elle permet de mieux évaluer
la capacité des techniques de fusion à restituer des détails fins. La seconde limitation concerne le
modèle de mélange spectral, qui est supposé parfaitement linéaire. Plusieurs phénomènes pourront
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affecter cette hypothèse dans les données réelles, que ce soit à cause d’autres objets présents sur
la ligne de visée, ou de champs de vitesses non uniformes sur la scène qui pourraient entraîner des
translations spectrales par effet Doppler. Dans les simulations nous utilisons donc une dimension du
sous-espace égale au nombre de facteurs utilisés pour créer la scène (K = 4), tout en étant conscient
que pour des données réelles, ce nombre devra sûrement être augmenté.

Simulation des instruments

Concernant les modèles directs des instruments multispectraux (NIRCam) et hyperspectraux (NIRS-
pec), elle repose sur la documentation technique du Space Telescope Science Institute (STScI), ainsi
que l’outil WebPSF [Perrin et al., 2012] pour le calcul des PSFs. Quelques unes d’entre elles sont
représentées dans la Figure 6.8, sur la plage de longueurs d’ondes qui nous intéresse. On voit bien la
dépendance en la longueur d’onde, ainsi que les motifs à 6 branches créés par la structure hexagonale
du miroir primaire du JWST.

Simulation du bruit

Remarquons que notre modèle de fusion (6.11) suppose implicitement du bruit blanc gaussien, ce qui
n’est pas réaliste pour des images d’observation astrophysique. Pour simuler le bruit, nous utilisons
un modèle plus réaliste, dans lequel le bruit est supposé provenir de deux sources. Une composante
poissonienne, que l’on peut approcher par une loi normale dont la variance est égale à la moyenne, ce
qui est classique pour des images à fort flux. La seconde composante est le bruit de lecture, modélisé
par un bruit gaussien additif et centré mais non indépendant : les cellules proches du détecteur étant
corrélées, le bruit possède une matrice de covariance non diagonale, mais Toeplitz (la structure des
corrélations est supposée invariante par translation dans le plan du détecteur), dont la structure peut
être calculée d’après les données instrument [Pontoppidan et al., 2016] ou d’après la documentation
du STScI, comme expliqué plus en détail dans [J4].

6.3.2 Résultats sur données simulées

Nous présentons ici quelques résultats de la méthode de fusion. Nous comparons les résultats de notre
fusion rapide avec l’interpolation de l’image HS, et les méthodes Brovey et R-FUSE [Wei et al., 2016]
présentées dans la section précédentes. Nous donnons également les résultats de la fusion qui
n’utiliserait qu’une seule des deux images, résultats que nous appellerons Inversion MS et Inversion HS.
Pour alléger les simulations, nous n’utilisons qu’une portion de la scène simulée décrite précédemment,
et montrée dans la Figure 6.9, en même temps que les images MS et HS simulées. Les résultats de la
fusion sont donnés sous forme des mêmes compositions colorées dans la Figure 6.10. Qualitativement,
les résultats de notre méthode de fusion semblent satisfaisants, sauf autour des détails où l’image
contient des artefacts rectangulaires. Ceci est une limite de la régularisation de Sobolev. En effet, la
régularisation n’est pas suffisante dans ces zones de détail, mais si l’on augmente le paramètre µ on
obtiendra un résultat trop lisse.

Les résultats quantitatifs sont montrés dans la Table 6.2. Pour chaque métrique, notre méthode
de fusion améliore significativement les résultats par rapport à leur concurrentes Brovey et R-FUSE.
En observant les métriques spectrale (aSAD) et spatiale (acSSIM), elle semble faire spectralement
aussi bien que l’inversion HS, et spatialement aussi bien que l’inversion MS. Concernant le temps de
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Figure 6.7 : Coupe schématique de la scène synthétique de la ceinture d’Orion simulée [J4]. Haut :
morphologie d’une région de photo-dissociation avec, de droite à gauche, la région ionisée ou région
HII, le front de ionisation (IF), la région neutre, le front de dissociation (DF) et le nuage moléculaire.
Centre : composition colorée d’images de cette scène utilisées pour former les abondances, et prises
par les téléscopes HST (bleu), Spitzer (vert) et ALMA (rouge). Bas : spectres simulés entre 0.7 et 28
microns de 4 zones de la PDR, utilisés comme endmembers pour synthétiser la scène.
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Figure 6.8 : PSFs simulées pour les instruments NIRCam (haut) et NIRSpec (bas), dans la plage de
longueurs d’onde qui nous intéresse [Guilloteau, 2021].
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Figure 6.9 : Gauche : compositions colorées des images de la vérité terrain (haut), de l’image MS
(milieu) et de l’image HS (bas). Droite : le contenu spectral d’un pixel de ces images [J3].

calcul, ils devient comparable à Brovey et R-FUSE après le pré-processing qui est, lui, beaucoup plus
long.

Nous avons également testé l’influence d’un bruit plus significatif ainsi que d’erreurs de modèles,
les résultats pouvant être consultés dans la thèse de Claire Guilloteau [Guilloteau, 2021] ou dans notre
article [J3], reproduit dans l’Annexe B. Aussi, les trois régularisations présentées ont été comparées
sur une scène contenant des détails, ce qui a confirmé l’intérêt des régularisations informées. Là aussi,
nous renvoyons à la thèse de Claire Guilloteau [Guilloteau, 2021] pour une présentation des résultats.
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Interpolation

Brovey

R-FUSE

Inversion HS

Inversion MS

Fusion rapide

Figure 6.10 : De haut en bas : Compositions colorées des images fusionnées reconstruites par la
méthode par interpolation, la méthode Brovey, R-FUSE, l’inversion HS, l’inversion MS et la méthode
de fusion rapide proposée.

Table 6.2 : Performances des méthodes de fusion, les deux meilleures méthodes sont en gras pour
chaque métrique.

Méthodes aSAM (rad) acSSIM PSNR (dB) Temps de calcul (s)

Interpolation 0.0296 0.0428 66.88 /

Brovey 0.0304 0.0040 71.04 17

R-FUSE 0.0360 0.0036 69.68 26

Inversion HS 0.0118 0.0239 72.90 1600 + 20

Inversion MS 0.0389 0.0018 75.00 600 + 15

Fu
sio

n Naïve ≈ 36× 103

Frequentielle 0.0247 0.0029 74.90 ≈ 18× 103

Vectorisée 2200 + 20
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6.4 Discussion et perspectives

Que ce soit en observation de la Terre ou en imagerie astronomique, nos travaux sur la fusion MS+HS
nous ont permis d’explorer les problèmes inverses sous un angle applicatif, avec donc des contraintes
concrètes concernant le temps de calcul, le paramétrage des algorithmes, l’estimation du sous-espace,
l’évaluation et la visualisation des résultats, etc. D’un point de vue méthodologique, nous avons mis
en avant deux types de régularisations spatiales informées par l’image MS qui, bien que simples,
permettent d’obtenir de bons résultats. Une autre contribution concerne l’implémentation rapide
de la fusion pour des flous spectralement variants. Notons que ce type d’approche a déjà été mis
en œuvre dans d’autres contextes, par exemple dans le contexte de la déconvolution large bande
dans [Hadj-Youcef et al., 2018].

Les perspectives de ces travaux sont multiples. Concernant l’aspect applicatif, et notamment pour
la fusion d’images du JWST, un challenge majeur sera de démontrer l’intérêt de la fusion sur des
données réelles. Pour préparer cela, et grâce à une collaboration avec Thierry Contini de l’IRAP,
nous avons appliqué ce travail à la fusion de données réelles de galaxie acquises par MUSE [] et le
HST. Les difficultés ont été nombreuses, allant de l’établissement du modèle direct pour MUSE, à
calibration des images, en passant pas la nécessaire prise en compte des données manquantes, mais
les premiers résultats sont encourageants.

Au niveau méthodologique, se pose d’abord la question de comment régulariser de manière
optimale, dans l’une ou l’autre des dimensions. Plutôt que de raisonner seulement sur les différences
finies ou les patches, on pourrait en effet forcer la solution à avoir les mêmes statistiques spatiales
que l’image MS, et les même statistiques spectrales que l’image HS. Les réseaux de neurones
génératifs, grâce à leur capacité à capturer ces statistiques complexes, sont pour cela une piste
prometteuse [Gastineau et al., 2021]. Un autre challenge concerne la régularisation spatiale-spectrale.
Dans tout ce chapitre nous n’avons régularisé que spectralement ou spatialement, alors que, si la scène
a reconstruire contient des corrélations spatiales/spectrales, ce qui est en général le cas, il faudrait
régulariser de manière conjointe. Pour cette tâche, difficile, les réseaux de neurones semblent là encore
un outil prometteur [Palsson et al., 2017], dès lors que l’on dispose d’une basée de données adaptée.
Comme nous l’expliquerons dans le prochain chapitre, il est en outre possible d’utiliser ces réseaux
uniquement pour régulariser un problème inverse, une approche qui nous semble particulièrement
intéressante lorsque comme ici on dispose d’un modèle direct fiable.
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Les réseaux de neurones sont un modèle d’apprentissage relativement ancien, utilisé dans de nombreux
domaines comme la vision ou le traitement du signal [Herault and Jutten, 1986]. Un réseau de
neurones est une fonction paramétrée par des poids, qui sont appris par descente de gradient, en le
propageant le long du réseau par un algorithme dit de rétro-propagation [LeCun et al., 1989]. Mais
ce n’est qu’au début des années 2010 que les réseaux de neurones ont connu leur essor, avec ce
que l’on appelle parfois apprentissage profond ou deep learning, rendu possible par l’usage massif
des GPUs qui ont permis d’apprendre des modèles à plusieurs millions de paramètres. En ont
résulté des sauts impressionnants en performance, d’abord dans le domaine de la classification
d’images [Krizhevsky et al., 2012] puis dans de nombreux autres en vision artificielle, traitement des
séries temporelles, traitement automatique des langues, etc.

Un peu plus récemment, une partie de la communauté du deep learning s’est concentrée sur
l’apprentissage de modèles génératifs, d’abord pour l’image puis pour la parole, la musique ou d’autres
données. Les architectures sont encore des réseaux de neurones, mais cette fois de type auto-encodeur.
La couche centrale de cet auto-encoder, parfois appelée bottleneck, fournit une représentation latente
des données. Pour pouvoir générer des images en échantillonnant dans l’espace latent, les données dans
cet espace doivent avoir une distribution simple, en général on choisit une loi normale centrée. Pour
apprendre de tels modèles, on distingue trois familles principales : les autoencodeurs variationnels
(VAEs) [Kingma and Welling, 2014], qui utilisent les techniques d’inférence variationnelle ; les réseaux
génératif antagonistes (GANs) [Goodfellow et al., 2014], qui utilisent l’apprentissage antagoniste
au moyen d’un réseau discriminateur ; et les normalizing flows [Rezende and Mohamed, 2015] qui
utilisent des architectures particulières permettant de maximiser exactement la vraisemblance, qui
est en général intractable.

Pour le traiteur de signal ou d’image, la génération de données réalistes est rarement un objectif
en soi, mais ces réseaux génératifs fournissent des représentations latentes qui semblent intéressantes
pour de nombreux problèmes. Par ailleurs, dès lors qu’on dispose d’une base de données représentative
(mais sans labels), apprendre de tels modèles génératifs est assez aisé, grâce aux développements des
GPUs et des librairies pour les utiliser facilement, comme Tensorflow ou PyTorch. Comme je pense
de nombreux collègues de la communauté, mon sentiment concernant les réseaux de neurones est un
peu ambivalent. D’un côté, ce sont des modèles complexes qu’on utilise souvent en « boîte noire »,
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et pour lesquels on n’a encore peu de résultats théoriques, concernant par exemple leur capacité
d’approximation ou de régularisation, à l’inverse de ce que l’on connaît par exemple avec les bases
d’ondelettes, les dictionnaires et la parcimonie. Mais de l’autre, ces modèles ont permis des avancées
significatives en performance, et deviennent de plus en plus cruciaux dans un nombre grandissant de
problèmes et d’applications, il me semble qu’on ne peut pas rester en retrait de cette innovation. De
plus, le besoin d’enseignement en deep learning (et en apprentissage en général) m’a également poussé
à me former à ces outils. Mon projet de recherche, présenté dans ce chapitre, propose d’exploiter la
capacité d’apprentissage de représentation des réseaux de neurones pour régulariser les problèmes
inverses en imagerie. Par rapport à d’autres approches de la littérature qui les utilisent en « boîte
noire », nous proposons de conserver le cadre des formulations variationnelles, qui nous semble plus
interprétable, plus générique, et qui exploite la connaissance du modèle physique. On s’appuiera
pour cela sur deux travaux en cours, concernant la régularisation analyse avec un réseau génératif
inversible, et la compression d’images avec des auto-encodeurs.

Dans ce chapitre, on utilisera la notation x pour désigner la scène recherchée, en supposant que
l’on dispose uniquement d’une observation

y = Ax∗ + n, (7.1)

dégradée par un opérateur A connu et un terme d’erreur n.
Le chapitre est organisé de la manière suivante. La section 7.1 introduit la littérature récente sur

le sujet, pose le problème de la régularisation par réseaux génératifs, et décrit notre premier travail
dans ce domaine [C1]. La section 7.2 présente ensuite un ensemble de perspectives méthodologiques,
que l’on regroupera en deux ensembles : des propositions pour utiliser différemment les réseaux
génératifs existants ; et la recherche de modèles non nécessairement génératifs, qui pourraient être
plus efficaces pour régulariser en analyse. Enfin, on listera dans la section 7.3 quelques perspectives
applicatives.
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7.1 Régularisation par réseaux génératifs

7.1.1 Réseaux de neurones pour les problèmes inverses et le traitement d’image

Utilisés d’abord plutôt pour résoudre des problèmes en vision artificielle, les réseaux de neurones
sont appliqués depuis plusieurs années à des tâches de traitement d’image, de qualité image, ou pour
résoudre des problèmes inverses. On peut ainsi citer le débruitage [Zhang et al., 2017a] ou la super-
résolution [Dong et al., 2015] pour des images RGB, mais aussi le despeckling [Denis et al., 2021]
d’images SAR, le compressed sensing en IRM [Yang et al., 2017], la tomographie et de nombreux
autres problèmes inverses possiblement non-linéaires [McCann et al., 2017]. On peut distinguer trois
familles de techniques assez distinctes.

Les premières techniques proposées ont été les approches par régression : un réseau de neurones
convolutif (CNN) est utilisé pour approcher la fonction x = f(y), et entraîné sur une base de données
d’exemples (xk,yk) de manière entièrement supervisée. Le modèle direct est alors uniquement utilisé
pour simuler les données yk, sauf si l’utilisateur en dispose déjà. Ce type d’approches exploite les prin-
cipes généraux du deep learning : de l’apprentissage résiduel, des réseaux profonds, et des techniques
pour aider l’optimisation, comme la batch (re)-normalization [Kim et al., 2016]. Leurs limitations
sont les défauts habituels du deep learning : une forte dépendance aux données d’entraînement avec
une capacité de généralisation limitée, et une absence de garanties et d’interprétabilité. À cela s’ajoute
un problème spécifique aux problèmes inverses : ces réseaux doivent être réappris à chaque évolution
du modèle direct ou des paramètres du bruit. Or dans les applications ce sont souvent des paramètres
dynamiques, qui dépendent des conditions expérimentales et son ré-estimés périodiquement.

Pour remédier à cela, d’autres méthodes ont été proposées, afin d’utiliser les réseaux de neurones
dans une approche plug-and-play (P&P). Les premières techniques P&P consistaient à remplacer,
dans un algorithme itératif, l’opérateur proximal associé à la régularisation par un débruiteur
efficace comme BM3D [Venkatakrishnan et al., 2013]. Dans certains cas, il est même possible de
dériver le gradient correspondant à ce débruiteur, ce qui ramène à un problème d’estimation
MAP [Romano et al., 2017]. Des travaux ont proposé de manière similaire de considérer des CNNs
débruiteurs [Zhang et al., 2017b], ou des classifieurs à une classe [Rick Chang et al., 2017], appris
donc uniquement sur les données xk. Ces techniques sont plus génériques et interprétables que les
approches par régression, puisqu’on se base sur un algorithme de splitting connu, et on peut utiliser
le même réseau pour différents problèmes inverses. Toutefois, il semble difficile dans ces approches
de régler la force de la régularisation, liée à la puissance de bruit utilisée pour entraîner le réseau.
Ce problème est résolu par l’utilisation des réseaux génératifs [Bora et al., 2017], la résolution du
problème inverse s’interprète alors comme un estimateur MAP dont la régularisation peut être ajustée
par l’utilisateur. C’est cette approche que nous avons privilégié, et que nous détaillerons dans la
section 7.1.3.

Une troisième classe de techniques est appelée unrolling ou unfolding. Leur point de départ est un
algorithme itératif qui résout le problème inverse avec une régularisation standard, ce peut être une
descente de gradient proximal ou un schéma ADMM. Cet algorithme est ensuite implémenté sous
forme d’un réseau de neurones, chaque bloc correspondant à une itération. C’est assez naturel car
beaucoup de ces algorithmes ressemblent à des architectures de CNN, car ils alternent des étapes de
gradient, qui font souvent intervenir des convolutions, et des étapes de seuillage, avec des opérations
non-linéaires mais séparables. Le principe du unfolding consiste alors à estimer certains paramètres
définissant ces blocs. Cela peut concerner la régularisation, le terme d’attache aux données, ou
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bien les deux [Yang et al., 2017]. La différence avec les approches P&P est qu’ici les méthodes sont
entièrement supervisées. On gagne donc en interprétabilité par rapport aux approches par régression
(en particulier, si l’apprentissage s’est bien passé on est assurés de faire au moins aussi bien que
l’algorithme itératif de départ), mais pas en généricité.

Enfin, on peut citer également l’approche totalement non-supervisée dite deep image prior
[Ulyanov et al., 2018], qui compte sur l’architecture du réseau, combinée avec du early stopping, pour
régulariser. Bien qu’assez efficace, et connaissant des développements intéressants [Tachella et al., 2021],
cette approche ne rentre pas dans le cas de l’apprentissage supervisé qui nous intéresse ici. Dans les
sections qui viennent, nous présentons plus en détail les approches basées sur les réseaux génératifs.

7.1.2 Réseaux génératifs

Un réseau génératif permet d’échantillonner des images, en réalisant un mapping entre l’espace
image et un espace latent dans lequel les données sont supposées suivre une loi de probabilité
simple, typiquement une loi normale. De tels réseaux sont typiquement des auto-encodeurs, on notera
z = E(x) l’encodeur, et x = D(z) le décodeur. Le modèle génératif des données s’écrit alors

z ∼ p(z) (7.2)
x ∼ pθ(x|z) (on choisit souvent pθ(x|z) = N (Dθ(z), ηI))

L’apprentissage ou l’inférence de tels modèles est réalisé en maximisant la vraisemblance marginale

pθ(x) =
∫
pθ(x|z)p(z) dz (7.3)

Le problème est que, pour des architectures classiques, c’est un problème intractable. Trois familles
de modèles permettent de contourner cette difficulté.

Autoencodeurs variationnels

Les autoencodeurs variationnels (VAEs) [Kingma and Welling, 2014] contournent ce problème en
utilisant l’inférence variationnelle. Plutôt que d’optimiser exactement la vraisemblance, on maximise
une minorante appelée ELBO ou VLB (pour Evidence Lower Bound ou Variational Lower Bound) :

log pθ(x) = Ez∼qφ(z|x) log pθ(x)

≥ Ez∼qφ(z|x) log pθ(x, z)
qφ(z|x)

Cette ELBO se réécrit comme la somme d’un terme d’attache aux données et d’une régularisation :

Lθ,φ(x) = Ez∼qφ(z|x) log pθ(x|z)︸ ︷︷ ︸
erreur de reconstruction

+Ez∼qφ(z|x) log p(z)
qφ(z|x)︸ ︷︷ ︸

régularisation

.

Dans le cas usuel du modèle d’observation Gaussien avec prior Gaussien, ces deux termes peuvent
s’écrire de la manière suivante :

log pθ(x|z) = − 1
2η ‖x−Dθ(z)‖22 ,

log p(z)
qφ(z|x) = −DKL(qφ(z|x)||p(z)).
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On choisit en général, pour la distribution variationnelle, une loi normale avec covariance diagonale :

qφ(z|x) = N (µ(x), diag(σ(x))),

où les paramètres vectoriels de la distribution variationnelle, µ and σ, sont paramétrés par le réseau
encodeur E, technique appelée reparameterization trick.

Réseaux génératifs antagonistes

Les réseaux génératifs antagonistes (GANs) [Goodfellow et al., 2014] utilisent un réseau auxiliaire,
appelé discriminateur, entraîné conjointement avec le générateur pour discriminer les échantillons
venant générateur de ceux échantillonnés selon le prior p(z). Ces modèles ont connu un énorme
succès ces dernières années, mais la formulation comme un problème min max rend l’optimisation
particulièrement instable, ce qui en fait des modèles difficiles à entraîner.

Réseaux inversibles

La troisième classe de modèles est appelée flots normalisants (en Anglais, normalizing flows)
[Rezende and Mohamed, 2015]. Comme les VAEs, ces modèles utilisent l’inférence variationnelle,
mais en considérant des distributions variationnelles qφ bien plus complexes que la loi normale. Ces
distributions sont obtenues par des successions de transformations inversibles, appelées normalizing
flows. L’apprentissage de ces modèles nécessite, par changement de variable, le calcul du déterminant
du Jacobien de chacun de ces flots, qui doit donc être rapide pour que la méthode passe à l’échelle.

Peu de temps après, plusieurs travaux ont proposé d’utiliser directement des transformations
similaires pour définir l’encodeur. L’optimisation de (7.3) peut alors de faire explicitement par
descente de gradient. Le réseau de neurones devient alors déterministe (par opposition aux VAEs qui
sont stochastiques) et inversible. L’article [Dinh et al., 2017] a introduit une nouvelle architecture
de réseaux inversibles, appelée non-volume preserving (NVP). Les couches de ce réseau alternent
des partitionnements, qui mélangent spatialement l’information, et des étapes de couplage affine
(affine coupling layers), dont les poids sont calculés par un réseau annexe. L’avantage de cette
architecture et que le calcul du déterminant du jacobien, nécessaire pour l’optimisation, a une
complexité linéaire en la dimension des données, car la matrice jacobienne est triangulaire. Le réseau
Glow [Kingma and Dhariwal, 2018] ajoute des transformations inversibles dans l’espace des canaux,
appelées convolutions 1× 1 inversibles.

7.1.3 Régularisation en synthèse ou en analyse ?

La formulation que nous appellerons synthèse, a été proposée par [Bora et al., 2017] puis reprise par
[Asim et al., 2020]. Elle suppose que l’on a appris préalablement un modèle génératif (7.2) sur une
base de données d’entraînement. Dans un second temps, on utilise ce réseau comme un a priori,
pour résoudre le problème inverse dans l’espace latent, c’est-à-dire avec le changement de variable
x = D(z), D étant le réseau générateur ou décodeur. Le problème s’écrit alors :

x̂ = D

(
arg min

z
1
2 ‖AD(z)− y‖22 + λ‖z‖22

)
. (7.4)

Le premier terme est un terme d’attaches aux données classique, mais qui incorpore la contrainte que
la solution soit dans l’espace image du générateur. Le second terme quant à lui est une régularisation
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additionnelle, qui exploite le prior Gaussien en général assigné à la variable latente. Ce problème est
résolu par descente de gradient à travers le réseau.

Cette formulation en synthèse, a certains avantages, mais aussi plusieurs limitations. Premièrement,
il arrive fréquemment que la solution trouvée soit très éloignée de la vérité terrain, à cause notamment
de la forte non-convexité du problème, ou de la géométrie de l’espace latent qui est arbitraire. La
seconde limitation, la plus importante, est que cette formulation repose totalement sur la capacité
du réseau à représenter la vérité terrain, ce qui n’est pas toujours le cas, notamment si la base de
données n’est pas totalement représentative (out of distribution examples). Pour remédier à cela,
nous avons proposé dans [C1] d’optimiser directement dans l’espace image, en utilisant la variable
latente uniquement pour la régularisation. Cette formulation s’écrit

x̂ = arg min
x

1
2 ‖Ax− y‖22 + λ‖E(x)‖22. (7.5)

Ces deux formulations sont les homologues de ce qui a été longuement étudié dans le contexte du
codage parcimonieux dans un dictionnaire [Elad et al., 2007] ou un frame [Nam et al., 2013].

Dans notre travail préliminaire, nous avons comparé ces deux formulations dans le cas du
réseau inversible Glow [Kingma and Dhariwal, 2018]. Dans ce cas particulier, les deux problèmes
sont équivalents, mais les solutions obtenues par descente de gradient, même en choisissant des
initialisations cohérentes, étaient très différentes. Pour résumer, l’approche en synthèse permet une
régularisation plus forte, et donc d’obtenir des résultats visuellement intéressants même avec peu
d’information. Mais l’approche en analyse donne en général de meilleurs reconstructions, en tout cas
plus proches de la vérité terrain. La section suivante détaille ces résultats.

Notons que le problème en analyse s’interprète comme un estimateur MAP dans l’espace latent,
ce qui n’est pas le cas dans l’approche en synthèse (il faudrait inclure le terme jacobien). L’idée de
considérer le MAP dans l’espace image a été considérée par [Gonzalez et al., 2021]. Dans ces travaux,
les auteurs proposent de calculer un MAP joint en x et z, en réalisant une optimisation alternée,
ce qui permet de combiner les avantages des approches en analyse et en synthèse, au prix d’une
augmentation de la complexité. Pour faciliter la généralisation, les auteurs de [Gonzalez et al., 2021]
proposent également d’ajouter du bruit lors de l’entraînement du réseau génératif.

7.1.4 Quelques résultats préliminaires

Nous avons comparé les approches en analyse et en synthèse en utilisant le même protocole expéri-
mental que [Asim et al., 2020]. Le réseau génératif est Glow [Kingma and Dhariwal, 2018], muni de
4 blocs de 32 étapes de flot chacun, avec des couches de couplage additives. Glow a été entraîné sur le
jeu de données CelebA [Liu et al., 2015], contenant des images couleurs de visages de taille 64× 64.
L’optimiseur utilisé est Adam avec un pas (learning rate) de 10−4, et des paramètres auxiliaires
β1 = 0.9 et β2 = 0.999. Nous avons considéré les problèmes inverses suivants :

• Super-résolution, avec un facteur 2 ou 4 et un flou uniforme ;
• Déconvolution, avec un flou uniforme de taille 7× 7 ;
• Inpainting, avec un masque aléatoire (60% de pixels manquants) ou structuré.

Les résultats pour 3 images de l’ensemble de test sont montrés dans les Figures 7.1 et 7.2. La
Figure 7.1 montre des problèmes « faciles », où l’observation y contient suffisamment d’information
pour reconstruire fidèlement l’image. Pour ces problèmes la formulation en analyse semble donner de
meilleurs résultats. Premièrement, les visages semblent plus proches de la vérité terrain qu’avec la
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régularisation en synthèse. Et surtout, les arrière-plans sont reconstruits correctement, ce qui n’est
pas du tout le cas avec l’approche en synthèse. On peut supposer que ces arrière-plans, en particulier
celui de gauche, assez original, n’ont pas été rencontrés dans le jeu de données d’entraînement, et
sont donc des parties out of distribution, qui sont mal reconstruites par l’approche synthèse. La
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Figure 7.1 : Résultats de déconvolution (gauche) et inpainting avec masque aléatoire (droite).

Figure 7.2, quant à elle, présente deux problèmes plus « durs » : la super-résolution et l’inpainting
avec un masque carré centré sur le visage. Pour ces problèmes, l’approche en synthèse donne un
rendu visuellement meilleur, même s’il semble assez éloigné du visage original. Bien qu’aucune des
deux approches n’arrive à reconstruire fidèlement l’image, l’approche en synthèse produit un résultat
visuellement plus agréable, alors que le résultat de la formulation en analyse semble plus fidèle à
l’original. Ces intuitions sont confirmées dans le tableau 7.1, qui donne les résultats en PSNR et
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Figure 7.2 : Résultats de super-résolution (gauche) et inpainting avec masque structuré (droite).

SSIM moyennés sur 50 images test. La Figure 7.3 montre enfin un résultat sur une image out of
distribution (OOD). On retrouve ce qu’on avait vu précédemment pour l’arrière-plan : l’approche en
analyse s’en sort mieux, en tout cas pour les problèmes pas trop difficiles.
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Tâche PSNR (synthèse) PSNR (analyse) SSIM (synthèse) SSIM (analyse)
Déconvolution 23.38 ±2.04 32.16 ±1.56 0.74 ±0.09 0.94 ±0.01
Super-resolution (x2) 22.26 ±4.21 31.19 ±1.33 0.76 ±0.12 0.93 ±0.01
Super-resolution (x4) 18.94 ±2.81 24.12 ±1.21 0.61 ±0.11 0.76 ±0.03
Inpainting (aléatoire) 21.84 ±3.57 27.89 ±2.24 0.71 ±0.14 0.87 ±0.05
Inpainting (structuré) 30.40 ±2.53 27.50 ±3.26 0.94 ±0.02 0.91 ±0.03

Table 7.1 : Performances en PSNR et SSIM, moyennées sur 50 images (± écart-type). Le meilleur
score entre analyse et synthèse est en gras.

Synthèse

Analyse
Déconvolution Inpainting (a) Inpainting (s)

Figure 7.3 : Résultats sur un exemple OOD.

7.2 Perspectives méthodologiques

Les réseaux de neurones sont en train de changer en profondeur le domaine de l’imagerie computa-
tionnelle et des problèmes inverses, comme en atteste le nombre grandissant de publications dans le
domaine. Le principe de la régularisation basée sur des modèles génératifs me semble prometteur,
car il permet de conserver un cadre contrôlé et interprétable, qui exploite la connaissance sur la
physique du processus d’acquisition. Cependant, les travaux présentés précédemment sont encore très
préliminaires, aussi bien au niveau de la méthodologie qui exploite les réseaux génératifs existants,
que des données qui sont encore très simples (MNIST ou CelebA). Mon projet de recherche pour
les prochaines années consiste à approfondir cet axe de recherche, en particulier pour généraliser et
améliorer la formulation en analyse. On présentera dans cette section plusieurs pistes de recherche
méthodologiques, concernant la manière de régulariser et le type de réseaux que l’on peut exploiter.

7.2.1 Régularisation par réseaux de neurones génératifs

Nos premières expériences dans ce domaine ont posé de nombreuses questions qui dessinent plusieurs
pistes de recherche à court terme, concernant le meilleur moyen de régulariser un problème inverse
avec un réseau génératif.

MAP en analyse et MAP joint

Dans leur article [Gonzalez et al., 2021], Gonzalez, Almansa et Tan considèrent une formulation
MAP jointe, calculée par optimisation alternée sur x et z. Il serait intéressant d’appliquer cette
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formulation au réseau inversible Glow. Sachant que dans nos comparaisons préliminaires, le MAP
dans l’espace latent (qui fait intervenir le Jacobien) n’améliorait pas les résultats par rapport à
l’approche en analyse proposée. On pourrait également considérer des versions simplifiées, qui ne
sont pas des estimateurs MAP mais qui combineraient les avantages des formulations en analyse
et en synthèse. Pour cela, les questions d’initialisation semblent cruciales, y compris dans chaque
sous-problème d’un schéma d’optimisation alternée [Gonzalez et al., 2021].

Une approche différente pour combiner les avantages des formulations en analyse et en synthèse
consiste à remplacer dans l’équation (7.5) la régularisation par λ ‖E(x)‖22 + µ ‖x−D(E(x))‖22. C’est
le type de formulation qui est considéré dans [Obmann et al., 2019], l’ajout de ce second terme
pouvant être vu comme une relaxation de la projection sur la variété des données. Par rapport aux
approches jointes [Gonzalez et al., 2021], cette formulation a l’avantage de considérer une unique
variable, ce qui simplifie l’optimisation. Cette approche sera facile à tester, le seul point délicat
concerna le réglage des deux hyper-paramètres.

Régularisation en analyse pour les VAEs

La seconde question concerne le type de réseau génératif que l’on peut utiliser pour la régularisation
en analyse. Dans nos premières tentatives, nous avions considéré un VAE, qui est un modèle génératif
plus commun et plus léger que Glow. Mais régulariser en analyse n’est pas trivial avec un VAE,
notamment car l’encodeur est stochastique et l’inférence variationnelle fait intervenir des étapes
d’échantillonnage. Nous avons testé des versions approchées, par exemple en minimisant la divergence
KL entre µ(x) et le vecteur nul, mais les résultats étaient très mauvais. J’ai l’intuition que les VAEs
classiques ne peuvent pas régulariser en analyse, et que cela vient de deux effets, la faible dimension
de l’espace latent d’une part, et l’a priori gaussien d’autre part. En effet, les VAEs effectuent en
général une forte réduction de dimension, et donc le prior gaussien sur z, qui est un vecteur de
dimension très faible, ne semble pas suffisamment informatif pour régulariser efficacement.

Pour contourner cela, je prévois de considérer des VAEs avec une variable latente non Gaussienne
et en plus grande dimension. En faisant l’analogie avec le codage parcimonieux, on pourrait même
imaginer que la dimension de l’espace latent soit plus élevée que la dimension des images, pourvu que
le prior soit suffisamment fort. Une idée naturelle est de considérer un a priori laplacien, qui a été
beaucoup utilisé dans les formulations bayésiennes parcimonieuses puisque le MAP correspondant
fait apparaître une norme `1. Mais je n’ai pas trouvé d’exemples de tels réseaux génératifs dans
la littérature de l’apprentissage profond, il faudra donc construire de tels modèles, ce qui contient
toujours une grande part d’expérimentation, afin d’obtenir la bonne architecture.

Une solution de repli consisterait à utiliser d’autres modèles pseudo-génératifs, appelés Generative
Latent Optimization (GLO) [Bojanowski et al., 2018]. La technique GLO , introduite dans le but de
simplifier l’apprentissage des GANs, consiste à apprendre un auto-encodeur de la manière suivante :

1. Chaque donnée du data-set est associée à une initialisation de sa variable latente, échantillonnée
suivant une certaine loi p(z).

2. Les poids du réseau et les variables latentes sont ensuite apprises par descente de gradient.

Par rapport aux modèles génératifs, aucun prior n’est imposé strictement à la variable latente, sauf
par le biais de l’initialisation. Mais malgré cela, les auteurs montrent que l’on retrouve les propriétés
habituelles des réseaux génératifs : échantillonner dans l’espace latent permet de générer des images
réalistes, et interpoler dans l’espace latent génère des déformations continues dans l’espace image, de
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type morphing. Il semble donc que l’initialisation soit suffisante pour assurer un a priori implicite
dans l’espace latent. Ce type de techniques permettrait d’apprendre un auto-encodeur possédant une
structure simple, convolutive avec un nombre de couches raisonnable, tout en ayant un espace latent
suffisamment structuré pour pouvoir régulariser en analyse (et éventuellement en synthèse, comme
expliqué précédemment).

Autres modèles

Une perspective alternative est l’utilisation des modèles génératifs qui apprennent de manière conjointe
la variété dans laquelle sont supposées se trouver les données [Connor et al., 2021]. De tels modèles
sont à l’origine plutôt destinés à satisfaire une bonne structure de l’espace latent, garantissant par
exemple, dans les problèmes de classification, que les variables latentes pour chaque classe sont bien
regroupés au sein de son cluster. Mais ils nous semblent intéressants également pour la régularisation
en analyse. On peut également citer les modèles génératifs qui remplacent la vraisemblance par
la distance de Wasserstein, pour mieux structurer l’espace latent. De tels modèles ont montré des
garanties théoriques ainsi que des résultats intéressants [Patrini et al., 2020].

Paysages de l’optimisation

Dans le cas des réseaux de neurones inversibles, les formulations en analyse et en synthèse sont
exactement équivalentes, et admettent donc les mêmes minimiseurs. Dans nos expériences, nous
avons systématiquement utilisé des initialisations cohérentes entre ces deux formulations, du type
z0 = E(x0). Il semble donc que les différences expérimentales observées viennent exclusivement de
l’optimisation. Une analyse plus fine des réseaux inversibles et de la non-convexité des fonctions-coûts
de chacune des deux formulations permettrait peut-être de mieux expliquer ces différences.

Garanties de reconstruction

La régularisation par réseaux génératifs en synthèse a été proposée en même temps que des garanties
de reconstruction [Bora et al., 2017] similaires aux résultats de reconstruction pour l’échantillonnage
compressé. Un lien direct avec la parcimonie est réalisé par ailleurs dans [Kamath et al., 2020], qui
construisent explicitement un réseau dont l’espace image est l’ensemble des vecteur k-parcimonieux.
Bien que ce soit un peu loin de mon domaine d’expertise, il serait intéressant de tenter d’étendre ces
résultats au cas de la régularisation en analyse, en s’appuyant sur les résultats existants concernant
la parcimonie [Nam et al., 2013].

Par ailleurs, une limite de ces résultats concerne l’hypothèse sur l’opérateur de dégradation, qui
est dans [Bora et al., 2017] supposé satisfaire une condition dite S-REC, qui n’est prouvée avec forte
probabilité que pour une matrice A aléatoire, ce qui exclut de fait un grand nombre d’applications.
Par rapport au contexte de la parcimonie, la régularisation par réseaux génératifs amène toutefois
un degré de liberté supplémentaire, puisque l’on peut faire des hypothèses supplémentaires sur le
réseau de neurones. Dans [Bora et al., 2017] la seule hypothèse est la continuité Lipschitz, il serait
intéressant de voir si d’autres hypothèses permettent de prouver des conditions de type S-REC pour
une classe plus large d’opérateurs.
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7.2.2 Réseaux non génératifs pour la régularisation en analyse

Les réseaux génératifs sont un outil intéressant, mais peut-être sur-dimensionné pour la tâche de
régularisation en analyse. Par exemple, la variation totale, qui promeut la parcimonie des différences
finies, est une pénalité efficace pour les images naturelles, sans qu’elle soit reliée à un quelconque
modèle génératif. On peut faire la même remarque pour la régularisation parcimonieuse dans un
dictionnaire. Autrement dit, pour régulariser efficacement en analyse, il suffit de trouver un espace
de représentation dans lequel les données suivent un certain a priori, sans avoir besoin de les décoder.
Nous présentons ici des pistes de recherche qui proposent d’autres représentations pouvant être
utilisées pour régulariser, notamment en analyse.

Cette piste de recherche me semble cruciale, car disposer de telles représentations permettrait
de considérer des données bien plus réalistes. En effet, les modèles génératifs actuels, même s’ils
obtiennent des résultats impressionnants, fonctionnent uniquement pour des classes d’images bien
structurées, comme des caractères manuscrits ou des visages. C’est un obstacle majeur pour leur
utilisation sur de vraies données en imagerie médicale, en microscopie ou en observation de la Terre.
Cette section décrit deux pistes de recherche pour obtenir de tels représentations, ainsi qu’une
problématique plus transverse concernant l’architecture de ces réseaux.

Auto-encodeurs non génératifs

Une idée peut-être naïve mais qu’il serait intéressant de creuser consiste à utiliser, à la place d’un
modèle génératif, un simple auto-encodeur « déterministe » régularisé dans l’espace latent. En gardant
les mêmes notations, on pourrait entraîner cet auto-encodeur sur le jeu de données xk en minimisant
la fonction coût

L(θ, φ) =
∑
k

‖xk −Dθ(Eφ(xk))‖22 + µϕ(Eφ(xk)).

La question bien sûr est de savoir quelle pénalité ϕ choisir. Le problème d’apprendre la meilleure
pénalité ϕ ressemble aux travaux en optimisation bi-niveaux [Peyré and Fadili, 2011], qui apprennent
des opérateurs linaires pour une régularisation optimale en analyse, et peuvent être intégrés dans
des approches par unrolling [Jiu and Pustelnik, 2021, Malézieux et al., 2021]. Mais on revient dans
ce cas à des méthodes entièrement supervisées, dont la solution est spécifique au problème inverse
considéré durant l’apprentissage. Pour rester dans notre cadre semi-supervisé (l’apprentissage ne
requiert que la connaissance des données xk, pas des couples (xk,yk)), j’envisage donc de fixer cette
pénalité. Un choix simple serait de considérer la norme `1, avec une grande dimension dans l’espace
latent. Ce serait l’équivalent de l’apprentissage de dictionnaire, mais avec des modèles d’analyse et de
synthèse bien plus complexes, ce qui permettrait de meilleures capacités d’approximation, un pouvoir
de régularisation plus important, ainsi que de bonnes propriétés additionnelles comme l’invariance par
translation. Une difficulté anticipée concerne les méthodes d’optimisation utilisées pour les réseaux de
neurones basées sur la différentiation automatique, qui peuvent avoir des comportements singuliers
pour des fonctions non différentiables comme la norme `1 [Bertoin et al., 2021].

Auto-encodeurs compresseurs

Trouver des « bonnes » régularisations dans l’espace latent, qui permettraient d’obtenir un auto-
encodeur non génératif efficace pour la régularisation en analyse, ne sera peut-être pas quelque chose
d’aisé. Peut-être par exemple qu’aucune pénalité ϕ ne convient vraiment, et qu’il faudrait plutôt
utiliser une famille de pénalités, qui promouvraient ensemble différents comportements désirables dans
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l’espace latent (parcimonie, régularité, auto-similarité, etc). Un moyen simple d’obtenir de tels modèles
consiste à considérer des auto-encodeurs compresseurs. L’idée de rapprocher la régularisation des
problèmes inverses et la compression d’images n’est pas nouvelle : la transformée en cosinus discrets
comme la transformée en ondelettes, à la base des formats de compression JPEG et JPEG2000,
sont également utilisées depuis longtemps pour définir des pénalités parcimonieuses en analyse.
Il me semble logique d’espérer faire de même avec des représentations définies par des réseaux
auto-encodeurs.

Les réseaux compresseurs sont en plein développement, et ont dépassé les performances des
anciens standards de compressions. J’ai eu l’occasion de travailler sur de tels réseaux, dans le
cadre de la thèse de Vinicius Oliveira, co-encadré avec mes collègues de l’IRIT Marie Chabert et
Charly Poulliat de l’IRIT, ainsi qu’avec le CNES et Thalès Alenia Space, et dont le but est de
développer de telles techniques pour la compression d’images à bord des satellites. Dans notre
article [J2], nous avons analysé et modifié une solution particulièrement intéressante proposée par
Ballé et al. [Ballé et al., 2017, Ballé et al., 2018], pour la rendre plus facilement implantable à bord
des satellites. Sans rentrer dans le détail, ces modèles nécessitent des outils spécifiques au problème
de compression, pour intégrer par exemple la quantification ou le codage entropique dans un réseau
de neurones. Mais la partie transformée est un simple auto-encodeur convolutif, qui pourrait tout
à fait être utilisé pour une autre tâche, par exemple la régularisation en analyse. En plus de la
transformée, les modèles de type [Ballé et al., 2017] estiment la densité de probabilité de chaque
feature maps. J’envisage donc d’utiliser ces modèles, entraînés sur des tâches de compression, pour
des tâches de régularisation. Pour choisir la pénalité ϕ, on utilisera le logarithme de la densité de
probabilité estimée pour chacune des feature maps, que l’on peut aussi fixer durant l’apprentissage,
par exemple avec une distribution laplacienne [J2].

Architectures interprétables

Comme précédemment, il serait intéressant d’étendre les résultats de reconstruction à ces réseaux non
génératifs. Mais, au-delà des garanties, une direction qui nous semble également intéressante concerne
l’interprétabilité, qui est également une motivation de ce projet. Les régularisations en analyse
classiques, comme la variation totale ou la parcimonie dans une base ou des paquets d’ondelettes,
exploitent des représentations qui peuvent s’écrire de manière simple comme des réseaux de neurones
convolutifs. Il est donc tentant de réfléchir à la contraposée : est-ce que l’on peut se restreindre à des
auto-encodeurs qui fourniraient une représentation interprétable ? Là encore je n’ai pas suffisamment
étudié la littérature mais il me semble que plusieurs travaux récents fournissent des premières réponses
[Xie et al., 2021, Fan et al., 2020].

7.3 Perspectives applicatives

Imagerie hyperspectrale

Je prévois d’appliquer ces nouvelles manières de régulariser aux problèmes inverses sur lesquels j’ai déjà
travaillé en imagerie hyperspectrale. Si l’on parvient à appliquer cette technique à des images réelles,
il sera assez aisé de les utiliser pour régulariser spatialement des images hyperspectrales. On pourra
pour cela utiliser une réduction de dimension classique, et régulariser spatialement et conjointement
les différentes composantes. Dans ce cadre, il serait intéressant de traiter ces composantes de manière
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jointe, comme le fait la parcimonie structurée. Si le réseau génératif a été appris sur des images mono-
bandes avec un a priori parcimonieux, on pourrait même utiliser la norme `12 sur la matrice latente
Z. Il faudrait également investiguer les autres cas, correspondant à des a prioris plus généraux et à
un réseau génératif appris sur des images multi-bandes. Ce dernier cas pourrait être problématique,
puisque le sous-espace et donc les propriétés des composantes deviendraient spécifiques à chaque
image hyperspectrale.

Au-delà de la régularisation spatiale, ces techniques pourraient également être appliquées pour
régulariser dans la dimension spectrale, voire conjointement dans les deux dimensions. Dans les cas,
nombreux, où le modèle de mélange linéaire n’est pas parfaitement réaliste, il peut être intéressant
de ne pas effectuer de réduction de dimension, mais d’utiliser à la place un a priori spectral, par
exemple sous la forme d’un réseau génératif. La régularisation conjointe spatiale-spectrale par réseaux
génératifs est également une perspective, mais peut-être de plus long terme, la littérature sur les
auto-encodeurs ou les modèles génératifs appliqués à ce type de données étant à ma connaissance
encore inexistante.

Fusion d’images

Je compte appliquer ces techniques au problème de fusion d’images multi- et hyperspectrales, aussi
bien pour l’observation de la Terre que pour l’astronomie. On pourra considérer la méthodologie
décrite dans le paragraphe précédent (régularisation spatiale, puis spectrale, puis éventuellement
jointe). Mais pour ce problème il serait intéressant de réfléchir à des versions informées de ces
régularisations. Dans le cas d’a prioris dans l’espace latent, on pourrait par exemple ajouter une
contrainte de support, support que l’on estimerait sur l’image haute-résolution, comme pour l’approche
par dictionnaire décrite dans le Chapitre 6. Il serait également intéressant de développer des versions
non-supervisées, où un « petit » modèle génératif spatial (resp. spectral) serait appris en utilisant
uniquement l’image multispectrale (resp. hyperspectrale).

Autres domaines d’application

Cette méthode de régularisation étant très générique, elle est transposable à tout type de données à
partir du moment où l’on dispose de modèles génératifs (ou d’auto-encodeurs régularisés) performants.
C’est déjà le cas pour la parole et l’audio en général, où le réseau Glow a déjà été adapté avec succès
[Prenger et al., 2019]. Avec les développements rapides dans le domaine du deep learning, on peut
imaginer disposer de modèles performants dans quelques années pour des données plus complexes
encore, qui permettraient d’appliquer ce paradigme à des problèmes inverses difficiles et fortement
non-linéaires, par exemple en assimilation de données ou en sismologie.
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Abstract— Factor analysis has proven to be a relevant
tool for extracting tissue time-activity curves (TACs) in
dynamic PET images, since it allows for an unsupervised
analysis of the data. Reliable and interpretable results
are possible only if it is considered with respect to suit-
able noise statistics. However, the noise in reconstructed
dynamic PET images is very difficult to characterize, despite
the Poissonian nature of the count rates. Rather than explic-
itly modeling the noise distribution, this paper proposes
to study the relevance of several divergence measures to
be used within a factor analysis framework. To this end,
the β-divergence, widely used in other applicative domains,
is considered to design the data-fitting term involved in
three different factor models. The performances of the
resulting algorithms are evaluated for different values of β,
in a range covering Gaussian, Poissonian, and Gamma-
distributed noises. The results obtained on two different
types of synthetic images and one real image show the
interest of applying non-standard values of β to improve the
factor analysis.

Index Terms—β-divergence, unmixing, nonnegative
matrix factorization, dynamic PET, factor analysis, NMF,
Poisson noise.

I. INTRODUCTION

THANKS to its ability to evaluate metabolic functions
in tissues from the temporal evolution of a previously

injected radiotracer, dynamic positron emission tomogra-
phy (PET) has become an ubiquitous analysis tool to quantify
biological processes. After acquisition and reconstruction,
the main time-activity curves (TACs) (herein called fac-
tors), which represents the concentration of tracer in each
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tissue and blood over time, can be extracted from PET
images for subsequent quantification. For this purpose, factor
analysis of dynamic structures (FADS) has been intensively
used [2], [3], further leading to FADS with nonnegative penal-
izations [4], [5]. However, these solutions explicitly rely
on the assumption that the dynamic PET noise and the
model approximation errors follow Gaussian distributions.
To overcome this limitation, several works applied nonneg-
ative matrix factorization (NMF) techniques, allowing the
Kullback-Leibler (KL) divergence to be used, which is more
appropriate for data corrupted by Poisson noise [6]–[8]. NMF
with multiplicative updates is the approach generally employed
since the algorithm is simple and there are less parameters to
adjust than in FADS.

Nevertheless, even though the positron decay process can
be described by a Poisson distribution [9], the actual noise
in reconstructed PET images is not expected to be sim-
ply described by Poisson nor Gaussian distributions. Several
acquisition circumstances, such as the detector system and
electronic components, as well as post-processing correc-
tions for scatter and attenuation, significantly alter the initial
Poissonian statistics of the count-rates [10], [11]. Consid-
ering the difficulties in characterizing the noise properties
in PET images, many works have assumed the data to be
corrupted by a Gaussian noise [12]–[14]. Hybrid distributions,
such as Poisson-Gaussian [15] and Poisson-Gamma [16],
have been also proposed in an attempt to take into account
various phenomena occurring in the data. The work of
Teymurazyan et al. [17] tried to determine the statistical
properties of data reconstructed by filtered-back projection
(FBP) and iterative expectation maximization (EM) algo-
rithms. While FPB reconstructed images were sufficiently
described by a normal distribution, the Gamma statistics
were a better fit for EM reconstructions. The recent work of
Mou et al. [18] further studied the Gamma behavior that can
be found on PET reconstructed data.

While these works mainly put the emphasis on the noise
model, the present study aims at investigating the impact of the
divergence measure to be used for factor analysis of dynamic
PET images. This work applies a popular and quite general
loss function in NMF, namely the β-divergence [19], [20].
The β-divergence is a family of divergences parametrized by
a unique scalar parameter β. In particular, it has the great
advantage of generalizing conventional loss functions such as
the least-square distance, KL and Itakura-Saito divergences,

0278-0062 © 2019 IEEE. Personal use is permitted, but republication/redistribution requires IEEE permission.
See http://www.ieee.org/publications_standards/publications/rights/index.html for more information.
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respectively corresponding to additive Gaussian, Poisson and
multiplicative Gamma noise.

The current paper will empirically study the influence of β
on the factor estimation for three different methods. First,
the standard β-NMF algorithm is applied. Then, an approach
that includes a normalization of the factor proportions (herein
called β-LMM) is used to provide factors with a physical
meaning. Finally, the β-divergence is also used to generalize
the previous model introduced in [21]. Simulations are con-
ducted on two different sets of synthetic data based on realistic
count-rates and one real image of a patient’s brain.

This paper is organized as follows. The considered fac-
tor analysis models are described in Section II. Section III
presents the β-divergence as a measure of similarity.
Section IV discusses the corresponding factor analysis algo-
rithms able to recover the factors, their corresponding propor-
tions in each voxel and other parameters of interest. Simulation
results obtained with synthetic data are reported in Section V.
Experimental results on real data are provided in Section VI.
A deeper discussion is conducted in Section VII. Section VIII
concludes the paper.

II. FACTOR ANALYSIS

Let Y be an L × N observation matrix containing a 3D
dynamic PET image composed of N voxels acquired in L
time-frames. This observation matrix Y can be approximated
by an estimated image X(θ) according to a factorization
model described by P physically interpretable variables θ =
[θ1, · · · , θP ], i.e.,

Y ≈ X(θ). (1)

The observation image is affected by a noise whose distri-
bution characterization is a highly challenging task, as pre-
viously explained. For this reason, for sake of generality,
the description in (1) makes use of an approximation symbol≈
that generalizes the relation between the factor-dependent
estimated image X(θ) and the observed data Y. Factor analysis
can be formulated as an optimization problem which consists
in estimating the parameter vector θ assumed to belong to a set
denoted C with possible complementary penalizations R(θ).
It is mathematically described as

θ̂ ∈ arg min
θ∈C

{
D(Y|X(θ))+ R(θ )

}
(2)

where D(·|·) is a measure of dissimilarity between the
observed PET image Y and the proposed model. The choice of
this dissimilarity measure will be discussed in Section III. The
following paragraphs describe three different factor analysis
techniques and detail particular instances of the explanatory
variable θ under this general formulation.

A. Nonnegative Matrix Factorization (NMF)

Factorizing a latent (i.e., unobserved) matrix X ∈ RL×N

consists in decomposing it into two matrices as

X =MA, (3)

where M = [m1, . . . , mK ] is a L × K matrix of factors
and A = [A1, . . . , aN ] is a K×N matrix containing the factor

coefficients. In the dynamic PET setting, M is expected to
contain the elementary TACs characterizing the different kinds
of tissues, whereas the coefficient vector an contains their
corresponding proportions in the nth voxel. In most applicative
contexts, the number K of elementary TACs is supposed to
be lower than both the number of frames L and the number
of pixels N , i.e., K � min{L, N}. This choice leads to a
low-rank factorization of the matrix X.

Moreover, to provide an additive and part-based description
of the data, nonnegative constraints are assumed for the factors
and respective proportions, resulting in the standard NMF
formalism [22], [23]

A � 0K ,N , M � 0L ,K , (4)

where � stands for a component-wise inequality. The formu-
lation of the corresponding NMF optimization problem has
been largely considered in the literature [20] and consists in
estimating the explanatory variables θ = {M, A} subject to the
constraints in (4).

B. Linear Mixing Model (LMM)

The factorization (3) and constraints (4) that describe a
typical NMF can also be envisaged under the light of the LMM
widely used in the hyperspectral imagery literature [24].
Additionally to the constraints defined in (4), to associate
factors coefficients with concentrations or proportions, LMM
assumes the following sum-to-one constraint

AT 1K = 1N , (5)

where 1N is the N-dimensional vector made of ones. The
corresponding minimization problem, also widely discussed
in the above-mentioned hyperspectral unmixing literature,
is formulated as for the NMF, complemented by the additional
constraint (5).

C. Specific Binding Linear Mixing Model (SLMM)

The LMM seems to be a relevant model for dynamic
PET data. Although the perfusion involved in the radiotracer
diffusion is not linear, in most cases the resulting TAC is
approximated by the sum of the pure TACs weighted by
the factor proportions. But as discussed in [21], in high
uptake regions, LMM may not provide a sufficient description
of the data. Therefore, a specific binding LMM (SLMM)
has been proposed to handle the variations in perfusion and
labeled molecule concentration affecting the TACs related to
specific binding. It describes the nonlinearity of these TACs
by an additive spatially variant perturbed component that is
approximated by a linear expansion over previously learned
basis elements. By specifically denoting M = [m̄1, . . . , mK ]
where m̄1 is the nominal specific binding factor, SLMM can
be formulated as [21]

X =MA+
[
E1A ·VB

]
,

︸ ︷︷ ︸
�

(6)

where “·” is the Hadamard point-wise product, [E1 is the
matrix

[
1L ,10L ,K−1

]
, V = [

v1, . . . , vNv

]
is the L × Nv

matrix composed of the basis elements used to describe the
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variability of the specific binding factor (SBF), (Nv � L),
and B = [b1, . . . , bN ] is the Nv × N matrix composed of
internal proportions. If B = 0, the model in (6) becomes a
regular linear mix, as (3).

As in [21], to avoid ambiguity in the factor TACs due
to their strong correlation with the variability elements,
the intrinsic variability proportion matrix is constrained to be
nonnegative

B � 0Nv ,N . (7)

Therefore, the resulting SLMM optimization problem gen-
eralizes the NMF and LMM problems where the explana-
tory parameter vector is given by θ = {M, A, B}. Under
the general formalism (2), the set of constraints is defined
by (4), (5) and (7). Moreover, as the SBF variability is only
expected in the voxels belonging to the region affected by
specific binding, B is expected to be zero outside the high-
uptake region. Therefore, the spatial sparsity of the related
coefficients is enforced by defining the regularizer in (2) as

R(θ) � ‖B‖2,1 =
N∑

n=1

‖bn‖2. (8)

III. DIVERGENCE MEASURE

When analyzing PET data, most of the works in the liter-
ature have considered the squared Euclidean distance or the
Kullback-Leibler divergence as the loss function D(·|·) to be
used to design the approximation model (1). These choices
are intrinsically related to the assumption of Gaussian and
Poissonian noises, respectively. However, as previously dis-
cussed, the noise encountered in PET data is altered by several
external circumstances and parameters, even though its initial
count-rates is known to follow a Poisson distribution. Hence,
to provide a generalization of these PET noise models, this
work proposes to resort to the β-divergence as the dissimilarity
measure underlying the approximation in (1).

The β-divergence first appeared in the works of
Basu et al. [19] and Eguchi and Kano [25]. Since then,
it has been intensively used, with noticeable successes in
the audio literature for music transcription and separa-
tion [26]–[28]. More precisely, the β-divergence between two
matrices Y and X follows the component-wise separability
property

Dβ(Y|X) =
L∑

�=1

N∑

n=1

dβ(y�,n|x�,n) (9)

and is defined for β ∈ R as

dβ(y|x) =⎧
⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎩

1

β(β − 1)
(yβ + (β − 1)xβ − βyxβ−1) β ∈ R\{0, 1}

y log
y

x
− y + x β = 1,

y

x
− log

y

x
− 1 β = 0.

(10)

The limit cases β = 1, 0 correspond to the KL and
IS divergences, respectively, while β = 2 coincides with

Fig. 1. β-divergence dβ(y|x) as a function of x with y = 1 and for different
values of β.

the squared Euclidean distance. As an illustration, Fig. 1
compares the loss functions d(y = 1|x) as functions of x for
various values of β. For a comprehensive discussion of the β-
divergence, the interested readers are invited to consult [29].

Among its interesting properties, the β-divergence can be
related to a wide family of distributions, namely the Tweedie
distributions, via its corresponding density p(y|x) following

− log p(y|x) = ϕ−1dβ(y|x)+ const. (11)

where ϕ is a so-called dispersion parameter [30]. In particular,
the Tweedie distributions encompass a large class of popular
distributions, including the Gaussian, Poissonian and Gamma
distributions. In other words, choosing the β-divergence as the
loss function in (2) allows the approximation (1) to stand for a
wide range of noise models. For instance, the β-divergence in
the special cases β = 2, 1, 0 is related to additive Gaussian,
Poisson and multiplicative Gamma observation noises [20].
As a consequence, thanks to its genericity, the β-divergence
seems to be a relevant tool to conduct factor analysis when
the PET noise is difficult to be characterized.

IV. BLOCK-COORDINATE DESCENT ALGORITHM

The non-convex minimization problem stated in (2) is
solved through a block-coordinate descent (BCD) algorithm.
For each factor analysis model discussed in Section II, the cor-
responding algorithm iteratively updates a latent variable θi

while all the others are kept fixed, allowing for convergence
towards a local solution. The definition of these blocks nat-
urally arises according to the considered latent factor model.
The method detailed hereafter leads to multiplicative update
rules, i.e., consists in multiplying the current variable values by
nonnegative terms, thus preserving the nonnegativity constraint
along the iterations. To avoid undesirable solutions, given the
non-convexity of the problem, the algorithms require proper
initialization.

The algorithm and corresponding updates used for β-NMF
has been introduced in [20]. Therefore, the present paper
derives only the algorithm associated with the SLMM model,
that turns into LMM when fixing B = 0. The updates
are derived following the strategy proposed in [31], while
some heuristic rules are inspired by [28]. The principles
of these updates are briefly recalled in paragraph IV-A and
particularly instantiated for the considered SLMM-based factor
model in paragraphs IV-B–IV-D. For conciseness, we only
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Algorithm 1 β-SLMM Unmixing
Data: Y
Input: A0, M0, B0, λ

1 k ← 0

2 Ỹ←M0A0 +
[
E1A0 · VB0

]

3 while stopping criterion not satisfied do
4 % Update variability matrix

Bk+1 ← Bk ·
[

1T
Nv

A1,:·(VT (Y·X̃β−2))

1T
Nv

A1,:·(VT X̃β−1)+λBk�B

] 1
3−β

5 X̃←MkAk +
[
E1Ak · VBk+1

]

6 % Update factor TACs

Mk+1
2:K ←Mk

2:K

[
(Y·X̃β−2)AT

2:K

X̃β−1AT
2:K

]

7 X̃←Mk+1Ak +
[
E1Ak ·VBk+1

]

8 % Update SBF factor proportion

Ak+1
1 ← Ak

1 ·
[

1T
L ((M11T

N+VB)·(Y·X̃β−2)+X̃β )

1T
L ((M11T

N+VB)·X̃β−1+Y·X̃β−1)

]

9 % Update other factor proportions

Ak+1
2:K ← Ak

2:K ·
[

MT
2:K (Y·X̃β−2)+1K−1,L X̃β

MT
2:K X̃β−1+1K−1,L (Y·X̃β−1)

]

10 k ← k + 1

11 X̃←MkAk +
[
E1Ak · VBk

]

12 A← Ak

13 M←Mk

14 B← Bk

Result: A, M, B

present derivations for β ∈ [1, 2] (the interval where dβ(x |y)
is convex with respect to y) but they can be easily gen-
eralized for other values using the methodology described
in [20], [31], [32]. The resulting algorithmic procedure is
summarized in Algo. 1 where all multiplications (identified
by the . . . symbol), divisions and exponentiations are entry-
wise operations, 1K ,L denote a K×L matrix of ones and �B �
diag[‖b1‖1, . . . , ‖b1‖N ]−1. Note that, although this algorith-
mic resolution differs from the one initially proposed in [21],
the final results obtained by setting β = 2 are very similar for
the same parameter values.

A. Majorization-Minimization and
Multiplicative Algorithms

Our methodology relies on majorization-minimization
(MM) and multiplicative algorithms that are common to
many NMF settings. Majorization-minimization (MM) algo-
rithms consist in finding a surrogate function that majorizes the
original objective function and then computing its minimum.
The algorithm iteratively updates each variable θi given all the
other variables θ j �=i . Hence, the subproblems to be solved can
be written

min
θi

J (θi) = D(Y|X(θ))+ R(θi ) s.t. θi ∈ C. (12)

By denoting θ̃i the state of the latent variable θi at the
current iteration, we first define an auxiliary function G(θi |θ̃i )
that majorizes J (θi ), i.e., G(θi |θ̃i) ≥ J (θi ), and is tight
at θ̃i , i.e. G(θ̃i |θ̃i) = J (θ̃i ). The optimization problem (12)
is then replaced by the minimization of the auxiliary function.
In many NMF problems, canceling the auxiliary function
gradient leads to multiplicative updates of the form

θi = θ̃i

[
N(θ̃i )

D(θ̃i )

]γ

(13)

where the functions N(·), D(·) and the scalar exponent γ are
problem-dependent.

A heuristic alternative to this algorithm is described in [28].
It consists in decomposing the gradient of the objective func-
tion J with respect to (w.r.t.) the variable θ̃i as the difference
between two nonnegative functions, such that

∇θiJ (θ̃i) = ∇+θi
J (θ̃i )−∇−θi

J (θ̃i ) (14)

and using (13) with

N(θ̃i ) = ∇−
θ̃i
J (θ̃i ), (15)

D(θ̃i ) = ∇+
θ̃i
J (θ̃i ). (16)

The heuristic and MM algorithms coincide in many well-
known cases [20], [32], [33]. MM guarantees monotonic
decrease of the objective function at every iteration. This is not
guaranteed by the heuristic alternative, but is often observed in
practice [32]. Note that monotonic decrease of the objective
function does not automatically implies convergence of the
parameter iterates, though this is also typically observed in
practice.

B. Update of the Factor TACs M
According to the optimization framework described above,

given the current values A and B of the abundance matrix
and the internal proportions, respectively, updating the factor
matrix M can be formulated as the minimization subproblem

min
M

J (M) = D(Y|MA+�) s.t. M � 0L ,K , (17)

with � = E1A · VB. Following [31], when β ∈ [1, 2],
the objective function J (M) can be simply majorized using
Jensen’s inequality:

J (M) ≤
∑

lnk

[
m̃lkakn

x̃ln
d(yln| x̃lnmlk

m̃lk
)+ δln

x̃ln
d(yln |x̃ln)

]

︸ ︷︷ ︸
G(M|M̃)

(18)

where x̃ln =∑
k m̃lkakn+δln is the current state of the model-

based reconstructed data. The auxiliary function G(M|M̃)
essentially majorizes the divergence of the sum by the sum
of the divergences, allowing the optimization of M to be con-
ducted element-by-element. The gradient w.r.t. the element mlk

writes

∇mlk G(M|M̃) =
∑

n

akn x̃ln
β−1

(
mlk

m̃lk

)β−1

−
∑

n

akn yln x̃β−2
ln

(
mlk

m̃lk

)β−2

. (19)
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Thus, minimizing G(M|M̃) w.r.t. M leads to the following
element-wise multiplicative update

mlk = m̃lk

[∑
n akn yln x̃β−2

ln∑
n akn x̃β−1

ln

]γ (β)

. (20)

where γ (β) = 1 when β ∈ [1, 2]. More generally, it can be
shown that the update is still valid for β �∈ [1, 2], with γ (β) =

1
2−β for β < 1 and γ (β) = 1

β−1 for β > 2 [31].

C. Update of the Factor Proportions A

Given the current values M and B of the factor matrix and
internal propositions, the update rule for A is obtained by
solving

min
A

J (A) = D
(

Y|MA+
[
E1A ·W)

])

s.t. A � 0K ,N , AT 1K = 1N , (21)

with W = VB. Constructing a MM algorithm that enforces the
sum-to-one constraint is not straightforward and we instead
resort to the method described in [31], [34], which relies on
a change of variable. More precisely, by introducing an aux-
iliary matrix U, the components akn of the factor proportion
matrix A can be rewritten as

akn = ukn∑
k ukn

, (22)

which explicitly ensures the sum-to-one constraint (5). The
new optimization problem is then

min
U

J (U) s.t. U � 0K ,N , (23)

with

J (U) = D
(

Y|M
[

u1

‖u1‖1 , . . . ,
uN

‖uN ‖1
]

+
[
E1

[
u11

‖u1‖1 , . . . ,
u1N

‖uN ‖1
]

. . . W)
])

=
∑

ln

d

(
yln |

∑

k

mlk

[
ukn

‖un‖1
]
+

[
u1n

‖un‖1
]
wln

)
.

(24)

Unfortunately, constructing a MM algorithm for U is not
straightforward. As such, we resort to the heuristic alternative
described in paragraph IV-A. Denoting x̃ln =∑

k �=1 mlkãkn +
ã1nwln , this leads to the following multiplicative update:

ukn = ũkn rkn

where

rkn =

⎧
⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎩

∑
l

(
x̃β

ln + (ml1 +wln)x̃β−2
ln yln

)
∑

l

(
(ml1 +wln)x̃β−1

ln + yln x̃β−1
ln

) , if k=1;
∑

l

(
x̃β

ln + mlk yln x̃β−2
ln

)
∑

l

(
mlk x̃β−1

ln + yln x̃β−1
ln

) , otherwise.

D. Update of the Internal Variability B

Given the current states M and A of the factor matrix and
factor proportions, respectively, updating B consists in solving

min
B

J (B) = D(Y|MA+
[
E1A ·VB)

]
)+ λ‖B‖2,1

s.t. B � 0Nv ,N , (25)

where the parameter λ controls the trade-off between the
data-fitting term and the spatial sparsity-inducing regulariza-
tion ‖B‖2,1. Denoting by B̃ the current state of B, the model-
based reconstructed data using the current estimates is now
defined by x̃ln = sln +∑

i a1nvli b̃in with sln =∑
k mlkakn .

Assuming β ∈ [1, 2], Jensen’s inequalities allows the data
fitting term to be majorized as

D(Y|S+ [E1A · VB])
≤

∑

ln

[
sln

x̃ln
d(yln|x̃ln)+

∑

i

a1nvli b̃in

x̃ln
d(yln | x̃lnbin

b̃in
)

]

︸ ︷︷ ︸
F(B|B̃)

.

The auxiliary function associated with J (B) can be decom-
posed as G(B|B̃) = F(B|B̃)+ λ‖B‖2,1. However, minimizing
this auxiliary function w.r.t. B is not straightforward. Follow-
ing [31], the regularization ‖B‖2,1 is majorized itself by a
tangent inequality, thanks to the concavity of the square-root
function:

‖B‖2,1 ≤ 1

2

∑

n

(‖bn‖22
‖b̃n‖2

+ ‖b̃n‖2
)

︸ ︷︷ ︸
H(B|B̃)

. (26)

Unfortunately, the resulting auxiliary function is not yet
amenable to optimization and our approach again closely fol-
lows [31], [32]. The leading monomial of F(B|B̃) (of degree
lower than 2 when β ∈ [1, 2]) must be majorized by a
quadratic term, matching the quadratic upper bound of the
penalty function. After canceling the gradient of the resulting
auxiliary function, this leads to the multiplicative update

bin = b̃in

(
a1n

∑
l vli yln x̃β−2

ln

a1n
∑

l vli x̃β−1
ln + λ b̃in

‖b̃n‖2

)ε(β)

, (27)

where ε(β) = 1
3−β when β ∈ [1, 2]. Again, the update can be

generalized to β ∈ R following [31] and references therein.
Experiments showed that dropping the exponent ε(β) still
results in a valid algorithm while accelerating convergence.

V. EXPERIMENTS WITH SYNTHETIC DATA

A. Synthetic Data Generation

Simulations have been conducted on synthetic images with
realistic count-rate properties [35]. These images have been
generated from the Zubal high resolution numerical phan-
tom [36] with values derived from real PET images acquired
with the Siemens HRRT using the 11C-PE2I radioligand. The
original phantom data is of size 256×256×128 with a voxel
size of 1.1 × 1.1 × 1.4 mm3 , and was acquired over L =
20 frames of durations that range from 1 to 5 minutes for a
60 minutes total acquisition.
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1) Phantom I Generation: A clinical PET image
with 11C-PE2I of a healthy control subject has been
segmented into regions-of-interest using a corresponding
magnetic resonance image. Then averaged TACs of each
region have been extracted and set as the TAC of voxels in
the corresponding phantom region. It is worth noting that
this supervised segmentation neglects any labeled molecule
concentration differences due to possible variability in
the specific binding region. Thus, it describes each entire
segmented region by a single averaged TAC. This phantom,
referred to as Phantom I, has been used to evaluate the
reconstruction error for different values of β.

2) Phantom II Generation: To evaluate the impact of β on
the factor analysis, a second synthetic phantom, referred to
as Phantom II, has been also created as follows. Phantom I
has been unmixed with the N-FINDR [37] to extract K = 4
factors [38] that correspond to tissues of the brain: specific
gray matter, blood or veins, white matter and non-specific gray
matter. The corresponding ground truth factor proportions have
been subsequently set as those estimated by SUnSAL [39].
Then, the SBF as well as the variability dictionary have
been generated from a compartment model [40], while the
internal variability have been generated by dividing the region
concerned by specific binding into 4 subregions with different
mean variabilities. Phantom II is finally obtained by mixing
these ground truth components according to SLMM in (6).

3) Dynamic PET Image Simulation: The generation process
that takes realistic count rates properties into consideration is
detailed in [35]. To summarize, activity concentration images
are first computed from the input phantom and TACs, apply-
ing the decay of the positron emitter with respect to the
provided time frames. To mimic the partial volume effect,
a stationary 4mm FWHM isotropic 3D Gaussian point spread
function (PSF) is applied, followed by a down-sampling to
a 128×128×64 image matrix of 2.2×2.2×2.8 mm3 voxels.
Data is then projected with respect to real crystal positions
of the Siemens Biograph TruePoint TrueV scanner, taking
attenuation into account. A scatter distribution is computed
from a radial convolution of this signal. A random distribution
is computed from a fan-sum of the true-plus-scatter signal.
Realistic scatter and random fractions are then used to scale
all distributions and compute the prompt sinograms. Finally,
Poisson noise is applied based on a realistic total number of
counts for the complete acquisition. Data were reconstructed
using the standard ordered-subset expectation maximization
(OSEM) algorithm (16 subsets) including a 4mm FWHM 3D
Gaussian PSF modeling as in the simulation. Two images,
referred to as 6it and 50it, are considered for the analysis: the
6th iteration without post-smoothing, and the 50th iteration
post-smoothed with a 4mm FWHM 3D Gaussian kernel [41].
A set of 64 independent samples of each phantom were
generated to assess consistent statistical performance.

B. Compared Methods

1) Phantom I: The main objective when using Phantom I
is to evaluate the influence of β on the factor model-
ing (i.e., by evaluating the reconstruction error) for images

TABLE I
STOPPING CRITERION AND VARIABILITY PENALIZATION PARAMETERS

reconstructed with 6 and 50 iterations. It also provides a
relevant comparison between β-NMF and the more con-
strained solution recovered by β-LMM. Within this exper-
imental setup, β ranges from 0 to 2.4 with a step size
of 0.2. Factor TACs are initialized by vertex component analy-
sis (VCA) [42], while the factor proportions are initialized
either by SUnSAL or randomly, depending on the consid-
ered setting (see paragraph V-D). The algorithmic stopping
criterion, relating the past and current states of the objective
function J , is defined as J (i−1)−J (i)

J (i−1) < ε, where the values of
ε are reported in Table I.

2) Phantom II: For the sake of comparison, Phantom II
will be analyzed with both the β-SLMM algorithm and its
simpler version, β-LMM, which does not take variability into
account. The corresponding algorithms are applied for β ∈
{0, 1, 2}. Since Phantom II exhibits a high variability in the
tissue corresponding to the SBF, the pure-pixel assumption
considered in VCA may not be enough to capture the com-
plexity of the mixture. For this reason, factor TACs have been
initialized with K-means, which is more robust to outliers.
Factor proportions have been initialized either with SUn-
SAL either randomly, depending on the considered setting
(see paragraph V-E). The variability matrix B is randomly
initialized on both settings. The values for ε in Table I are
also valid in this setting.

C. Performance Measures

1) Phantom I: In the first round of experiments, the recon-
struction error is computed in terms of peak signal-to-noise
ratio (PSNR)

PSNR(X̂) = 10 log10
max(X∗)2

‖X̂− X∗‖2F
(28)

where max(X∗) is the maximum value of the ground-truth
latent image X∗ and X̂ � X(θ̂) is the image recovered
according to the considered factor model (1) with the estimated
latent variables θ̂ .

2) Phantom II: In addition to the PSNR, performances on
Phantom II have been evaluated w.r.t. each latent variable by
computing the normalized mean square error (NMSE):

NMSE(θ̂i ) = ‖θ̂i − θ∗i ‖2F
‖θ∗i ‖2F

, (29)

where θ∗i and θ̂i are the actual and estimated latent variables,
respectively. In particular, the NMSE has been computed for
the following variables: the high-uptake factor proportions A1,
the remaining factor proportions A2:K , the SBF TAC M̃1,
the non-specific factor TACs M2:K and finally, when consid-
ering β-SLMM, the internal variability B.
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Fig. 2. PSNR mean and standard deviation obtained on the 6it (left)
and 50it (right) images after factorization with β-NMF with fixed (top) and
estimated (bottom) factor TACs over 64 samples.

D. Results on Phantom I

In the first round of simulations, β-NMF and β-LMM algo-
rithms are evaluated in terms of the reconstruction error (28)
for several values of β. Two cases are considered. The first one
considers that the factor TACs previously estimated by VCA
are fixed. Thus, the algorithm described in Section IV updates
only the factor proportions, within a convex optimization
setting. In this case, the factor proportions have been randomly
initialized. Within the second and non-convex setting, the algo-
rithm estimates both factor TACs and proportions where the
factor proportions have been initialized using SUnSAL. Note
that complementary results are reported in the companion
report [43].

1) β-NMF Results: Figure 2 shows the PSNR mean and
corresponding standard deviation obtained on the 6it and 50it
images when analyzed with β-NMF. The first line corresponds
to the convex estimation setting (i.e., fixed factor TACs) while
the non-convex framework (i.e., estimated factor TACs) is
reported in the second line. The 6it images show higher PSNRs
for the values of β ∈ [0, 0.6] in both convex and non-
convex settings. This result indicates a residual noise that
is rather between Gamma and Poisson distributed, which is
consistent with previous studies from the literature [17], [18].
The best performance PSNR = 25dB with fixed M is
reached for β = 0, which significantly outperforms the result
obtained with the Euclidean divergence β = 2 commonly
adopted in the literature. Within a non-convex optimization
setting, when estimating both factor TACs and proportions,
the maximum PSNR = 22.2dB is obtained for β = 0.6,
followed by β = 0.4. In this case, the difference between the
greater and smaller PSNRs is of almost 3.5 dB. As non-convex
optimization problems are highly sensitive to the initialization,
the convex frameworks shows a better mean performance for
all values of β, as well as less variance among the different
realizations.

The reconstruction of the 50it images is clearly less
sensitive to the choice of the divergence. Yet, values

Fig. 3. PSNR mean and standard deviation obtained on the 6it (left) and
50it (right) images after factorization with β-LMM with fixed (top) and
estimated (bottom) factor TACs over 64 samples.

β = 1 and β = 0.5 in the convex and non-convex settings,
respectively, increase the reconstruction PSNR by about 1dB.
This is consistent with prior knowledge about the noise
statistics: whereas the nature of noise in the 50it image is
still Poissonian, its power is very low due to a higher level of
filtering.

2) β-LMM Results: Figure 3 shows the PSNR mean and stan-
dard deviation after factorization with β-LMM with fixed (top)
and estimated (bottom) factor TACs. The results look similar
as with the β-NMF for the convex case: the factorization of
the 6it image is optimal for a value of β around 0.5, which
is in agreement with the expected Poisson-Gamma nature of
the noise before post-filtering. Factor modeling with β = 0.5
is about 5dB better than the one obtained from the usual
Euclidean divergence relying on Gaussian noise (β = 2).
In the non-convex case, due to a high dependence on the
initialization, β-LMM exhibits a behavior different from the
convex case. In particular, the estimated models seem to be
affected by a smaller variance. This may result from the fact
that the minimization algorithm likely converges to the same
critical point. Indeed, for all 64 samples, the factors and factors
proportions have been initialized in the same systematic way,
using VCA and SUnSAL respectively. Again, the β parameter
has less impact for the 50it image which has been strongly
filtered, but the optimal β is still around 1 in the convex
case. The overall performance reached in the 50it seems to be
consistently better for the non-convex setting when β ≥ 0.5,
which may be explained by a good initialization and the joint
estimation of the factor TACs.

For the 50it image, once again it is possible to see a
more Poisson-like distributed noise with a higher PSNR
around 30dB with β = 1. In this setting, the difference
between the highest PSNR and the lowest one for β = 0
is of more than 3dB. The highest PSNR for the non-convex
case is reached with β = 1 and is of 32dB. The highest
PSNR is 9dB greater than the lowest one obtained with β = 0
when estimating both TAC factors and proportions. However,
the difference between the PSNR reached with β = 1 and
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TABLE II
MEAN NMSE OF A1 , A2:K AND A1 · B AND PSNR OF REASSEMBLED

IMAGE ESTIMATED BY β-LMM AND β-SLMM WITH FIXED M
OVER THE 64 SAMPLES, FOR DIFFERENT VALUES OF β

β = 2 is of less than 0.5dB. All remarks previously made for
β-NMF in this case are confirmed with the results of β-LMM.

E. Results on Phantom II

This paragraph discusses the results of β-SLMM obtained
on Phantom II. This experiment considers both the reconstruc-
tion error (in terms of PSNR) and the estimation error for
each latent variable (in terms of NMSE). The factorization
with β-SLMM requires the tuning of parameter λ, which
controls the sparsity of the internal variability. In this work,
the value of this parameter has been empirically tuned to
obtain the best possible PSNR result for the different val-
ues of β and for the two 6it and 50it images. A priori
knowledge on the binding region could also be used to
adjust λ, monitoring the accuracy of the method with respect
to quantitative analysis. The optimal value can thus depend
on the objective of the subsequent analysis. Two settings have
been considered. In the first one, the factor TACs are fixed
to their ground-truth value. Thus, the algorithm described
in Section IV updates only the factor proportions and the
internal proportions B. In this case, the factor proportions have
been randomly initialized. In the second setting, the algorithm
estimates the factor TACs and proportions, as well as the
internal variability. In this setting, the factor proportions have
been initialized using SUnSAL.

Table I reports the values of λ for each value of β and
each image. The parameters were the same for fixed and
estimated M.

Table II presents the mean NMSE for A1, A2:K and A1 · B
as well as the PSNR for the 6it and 50it images in the
framework where M is fixed. The estimation performance
of A1 · B rather than B is evaluated because the partial
volume effect (due to the PSF) can be propagated either in
variable A1 or in B. Both 6it and 50it images present similar
results, with the smallest NMSE of A1 and A2:K obtained
for β = 1 and the best estimation performance of A1 · B
obtained for β = 0. However, the PSNR values show that,
while 6it reaches its best performance for β = 0 closely
followed by β = 1, 50it achieves its highest PSNR for β = 1,
followed by β = 2. This result confirms the previous results
on Phantom I, which exhibited a Poisson-Gamma noise dis-
tribution for the 6it image and a Poisson-Gaussian noise
distribution for the 50it images.

Table III shows the mean NMSE for A1, A2:K , M̃1, M2:K

and A1 · B in the setting where M is now estimated with

TABLE III

MEAN NMSE OF A1 , A2:K, M̃
1

, M2:K AND A1 · B AND PSNR OF

REASSEMBLED IMAGE ESTIMATED BY β-LMM AND β-SLMM
WITH M ESTIMATED OVER THE 64 SAMPLES, FOR

DIFFERENT VALUES OF β

the other latent variables. Unlike the previous experiments,
the results here are less clear since, depending on the variable,
different values of β lead to the best results. This could
be explained by the strong non-convexity of the problem,
and possibly identifiability issues since 3 sets of latent vari-
ables need to be estimated. The results in Table III show
that β-LMM with β = 2 performs the best for the estimation
of A2:K and M2:K in the 6it image, and for the estimation of
A2:K in the 50it image. All variables related to specific bind-
ing, i.e., A1, M̃1 and A1 . . . B, are best estimated by β-SLMM
with β = 1. For 50it, due to the high level of filtering
along with the non-convexity of this setting, analyzing the
results is more difficult. It is, however, possible to state that
a rather Poisson-Gaussian distributed noise yields the overall
best mean NMSE of each variable.

Regarding the PSNRs, once again, the best PSNR on the
6it image is reached for β = 0, closely followed by β = 1.
Conversely, on the 50it image, the best performance is reached
for β = 1, then followed by β = 0. As also stated in the non-
convex case of Phantom I, the initialization plays a relevant
role when several sets of variables are to be estimated. This
explains the differences found for the results with M fixed and
estimated. Indeed, the high non-convexity of the problem with
estimated M may sometimes alter the expected response.

Finally note that, in practice, each of the three differ-
ent models evaluated above can be of interest. The most
adapted model depends on the data and the application.
NMF and LMM are simpler, thus less sensitive to initialization
and optimization issues. On the other hand, SLMM is based
on a finer modeling, and is expected to better explain the data
when the specific binding factor presents some variability.

VI. EXPERIMENTS WITH REAL DATA

A. Real Data Acquisition

To enrich our study on the impact of β for different
PET image generation settings, the experiments on real data
were conducted with both a different tracer and a different
scanner. More precisely, a real dynamic PET image of a stroke
subject injected with [18F]DPA-714 was used to evaluate the
behavior of β-SLMM in a real setting. The [18F]DPA-714 is
a ligand of the 18-kDa translocator protein (TSPO) and has
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Fig. 4. From top to bottom: factor proportions (A2:K) from non-specific
gray matter, white matter and blood obtained withβ-SLMM forβ = 0,1, 2.

shown its relevance as a biomarker of neuroinflammation [44].
The image of interest was acquired seven days after the stroke
with an Ingenuity TF64 Tomograph from Philips Medical
Systems. The image was reconstructed using the Blob-OS-TF
algorithm [45] with 3 iterations, 33 subsets and an additional
postfiltering step. It consists of L = 31 frames with durations
that ranged from 10 seconds to 5 minutes over a total of
59 minutes. Each frame is composed of 128×128×90 voxels
of size 2× 2× 2 mm3. Each voxel TAC was assumed to be a
mixture of K = 4 types of elementary TACs: specific binding
associated with neuroinflammation, blood, non-specific gray
matter and white matter. A supervised segmentation from a
registered MRI image provided a ground-truth of the stroke
region, containing specific binding. The variability descrip-
tors V were learned by PCA from this ground-truth. The
cerebrospinal fluid was segmented and masked as a 5th class of
a K-means clustering that also provided the initialization of the
factors. Factor proportions were initialized with the clustering
labels found by K-means. For β-SLMM, the nominal SBF was
fixed as the empirical average of TACs from the stroke region
with area-under-the-curve (AUC) between the 5th and 10th
percentile. Note that the reconstruction settings typically used
on the Ingenuity TF64 tomograph for this kind of imaging
protocol produce PET images that are characterized by a
relatively high level of smoothness, inducing spatial noise
correlation.

B. Results
Figure 4 shows, from top to bottom, the factor proportions

for gray matter, white matter and blood estimated by β-SLMM
for β ∈ {0, 1, 2} where the stopping criterion ε was defined
as 5 × 10−4 and the hyperparameter λ was set to 9 × 10−2.
In particular, λ was ajusted by searching for a reasonable trade-
off between localization/sparsity and intensity of the variability
in relevant brain areas, in particular in the central region
that corresponds to the thalamus, which is also expected to
be affected by the variability. Another possible strategy for
choosing λ in a clinical context would be to incorporate arterial

Fig. 5. TACs corresponding to the specific binding factor, gray matter,
white matter and blood.

sampling for the acquisitions of the first few patients of a
given protocol. Visual analysis suggests that all the algorithms
provide a good estimation of both gray and white matters.
The results for β = 1 and β = 2 are very similar and it
is difficult to state which one achieves the best performance.
This is in agreement with the synthetic results previously
presented, that showed very similar estimation errors in case
of more post-reconstruction filtering. The result for β = 0
is quite different from the others with more contrasted factor
proportions. The sagittal view of the blood in the 3rd row has
been taken from the center of the brain. The proposed approach
correctly identifies the superior sagittal sinus vein of the brain
for all tested β values. However, some clear differences can be
observed and the blood is also more easily identified for β = 0
than for the other values of β.

Figure 5 confirms these findings, showing TACs that are
very similar for β ∈ {1, 2} while the TACs for β = 0
are always a bit apart from the others. The expected initial
pick characterizing the blood TAC is more easily identified
with β = 1 and β = 2. On the other hand, for β = 0 the TAC
associated with the non-specific gray matter has a lower AUC
than the two others, further differentiating from the specific
binding TAC.

Figure 6 shows a manually segmented ground-truth of the
stroke zone along with the corresponding factor proportions
and variability matrices estimated with SLMM. The results
obtained with β = 0 show a more accurate identification of
the stroke zone. Results with β = 1, 2 are very similar: they
localize the thalamus, known for having higher binding of
neuroinflammation. But they also recover non-specific gray
matter in the factor proportion related to specific binding. All
values of β show variability matrices that are consistent with
the stroke area.

The results for β ∈ {1, 2} are very similar but β = 2 shows
a stronger intensity, while β = 1 shows a more spread result,
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Fig. 6. From left to right: Transversal, coronal and sagital planes (top to bottom) of MRI ground truth of the stroke zone, factor proportions (A1) from
specific gray matter and variability matrices (B) obtained with β-SLMM for β = 0, 1,2.

Fig. 7. Optimal beta computed with the β-NMF algorithm in the convex
setting for 3it, 6it, 15it, 30it and 50it over: (left) 16 samples without a
postfiltering step, (right) 16 samples with a postfiltering step.

even presenting the influence of the thalamus in the 2nd row,
similarly to β = 0.

VII. DISCUSSION

As previously discussed, different acquisition conditions
and reconstruction settings produce PET images with different
noise distributions. Therefore, the optimal value of β, i.e. the
value which produces the best decomposition, highly depends
on the experimental setting. This can be observed in the above-
presented experiments, where the optimal β was shown to be
driven by the reconstruction, the model, and even the way we
evaluate the factor decomposition.

One of the main objectives of this paper was to demonstrate
the flexibility of the β-divergence, and its ability to improve
the factor analysis even when the noise is not well character-
ized. However, this can also be seen as a weakness, because
how to choose β in real situations is not straightforward.
As a tentative to address this issue, we studied the optimal β
value for synthetic images generated with the same process
described in paragraph V-A.3 for 3, 6, 15, 30 and 50 recon-
struction iterations (respectively 3it, 6it, 15it, 30it and 50it
images). We run 16 independent simulations for each setting,
and evaluated the optimal β as a function of reconstruction
iterations, with and without final post-filtering. Figure 7 shows
the optimal β for 3it, 6it, 15it, 30it and 50it, computed
over 16 samples without a postfiltering step (left) and with
a postfiltering step (right). This figure can serve as a reference
to choose β in this experimental setting, and it is consistent

with the other results presented above. To summarize, without
the post-filtering step, a reasonable choice of β is around 0.5
for few iterations, and 1 or slightly above for more iterations.
We also remark that the influence of β is less clear when a
post-filtering step has been used within reconstruction.

This strategy is expected to remain valid for other tracers,
other cameras or other reconstruction algorithms. Specific
numerical simulations dedicated to the experimental setting
can be conducted to obtain a relevant tuning of the β.

Moreover, throughout this article, the main measure of
evaluation was the PSNR. A more insightful evaluation could
be obtained by separately measuring the final bias and variance
for each setting. To further enlighten the interest of using
a correct data-fitting measure, this study was conducted on
Phantom I. The analysis showed that the bias is the most
relevant element for the final PSNR, i.e., it is the measure that
is most affected by the use of different values of β (see [43]
for more details).

VIII. CONCLUSION

This paper studied the role of the data-fidelity term
when conducting factor analysis of dynamic PET images.
We focused on the beta-divergence, for which the NMF
and LMM decompositions were already proposed in other
applicative contexts. We also introduced a new algorithm for
computing a factor analysis allowing for variable specific-
binding factor, termed β-SLMM.

For all those three models, experimental results showed the
interest of using the β-divergence in place of the standard
least-square distance. The factor and proportion estimations
were indeed more accurate when computed with an suitable
value of β. The improvement was shown to be higher when
the image had not suffered too strong post-processing correc-
tions. The β-divergence thus appeared to be a general and
flexible framework for analyzing different kind of dynamic
PET images.

Future works should consider the use of the β-divergence in
the whole image processing pipeline, including the reconstruc-
tion from the sinograms and the denoising. This should further
improve the final factor analysis results. While the scope of
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this paper was to study the relevance of a flexible divergence
measure in PET image processing, a deeper evaluation of the
impact of the method on input function estimation and quan-
tification parameter estimation within clinical applications for
which arterial sampling is available should also be envisaged
in the future.
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Hyperspectral and multispectral image fusion under
spectrally varying spatial blurs – Application to
high dimensional infrared astronomical imaging

Claire Guilloteau, Thomas Oberlin, Olivier Berné and Nicolas Dobigeon

Abstract—Hyperspectral imaging has become a significant
source of valuable data for astronomers over the past decades.
Current instrumental and observing time constraints allow direct
acquisition of multispectral images, with high spatial but low
spectral resolution, and hyperspectral images, with low spatial
but high spectral resolution. To enhance scientific interpretation
of the data, we propose a data fusion method which combines
the benefits of each image to recover a high spatio-spectral
resolution datacube. The proposed inverse problem accounts for
the specificities of astronomical instruments, such as spectrally
variant blurs. We provide a fast implementation by solving the
problem in the frequency domain and in a low-dimensional
subspace to efficiently handle the convolution operators as well
as the high dimensionality of the data. We conduct experiments
on a realistic synthetic dataset of simulated observation of the
upcoming James Webb Space Telescope, and we show that our
fusion algorithm outperforms state-of-the-art methods commonly
used in remote sensing for Earth observation.

Index Terms—data fusion, hyperspectral imaging, high dimen-
sional imaging, infrared astronomy, super-resolution, deconvolu-
tion

I. INTRODUCTION

THE idea of combining spectroscopy and imaging has
become very popular in the two past decades, leading to a

new sensing paradigm referred to as hyperspectral or spectral
imaging. Hyperspectral images can be thought as a whole cube
of data which provides a full description of the acquired scene
or sample both in space and wavelength, thus being suitable for
numerous chemical or physical analyses in various applicative
domains. Hyperspectral imaging finds applications in many
different fields, including remote sensing for Earth observation
[1], [2] or planetology [3], material science [4], [5], [6],
dermatology [7] and food quality monitoring [8]. In this work,
we will focus on astronomy in the visible and near-infrared
range. Sensing the universe in this spectral range at high
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spatial and spectral resolution is indeed of particular interest to
study key mechanisms in astrophysics and cosmology. More
specifically, this concerns for instance the combined sensing
of the morphology or spectral signatures of protoplanetary
disks, the interstellar medium or galaxies in the near or distant
universe. For those purposes, numerous astronomical instru-
ments have, in the past couple decades, adopted observing
modes or designs allowing to acquire hyperspectral datasets.
A full review of these instruments is out of the scope of this
paper, but, for instance, this concerns the instruments aboard
a number of space missions such as ESA’s Infrared Space
Observatory, NASA’s Spitzer Space Telescope, or the ESA’s
Herschel Space Observatory, and the upcoming James Webb
Space Telescope.

However, instrumental constraints usually do not enable a
direct acquisition of data-cubes combining full spatial and
spectral resolutions simultaneously (when this is the case, it
is at the price of much longer integration times). A common
alternative for astronomers consists in acquiring two images of
the same scene with complementary information, namely an
hyperspectral (HS) image with high spectral resolution and a
multispectral (MS) image with high spatial resolution. The HS
and MS data fusion aims at combining these complementary
observations to reconstruct a full data-cube at high spectral
and spatial resolutions. This virtually allows to combine the
performances of the data-sets at the post-processing step,
without any modification of observing modes, instrumental
designs, or integration times. From the astronomical point
of view, the resulting fused product is expected to provide
meaningful insights about the scene of interest. Thanks to its
high spatial and spectral resolution, it opens the door to a finer
mapping of physical quantities, such as gas temperature and
density, radiation field, metalicity, chemical components, etc.

Image fusion has been extensively studied in the literature
of Earth observation [9], [10], [11]. This task is undertaken
to provide high spatial resolution multiband images from
the measurements provided by a large majority of the opti-
cal sensors dedicated to Earth observation. Indeed, most of
the airborne or spaceborne optical remote sensing platforms
embed at least two sensors with complementary spatial and
spectral resolutions. The first methods addressed the so called
pansharpening problems, which consists in fusing a MS or
HS image with a panchromatic (PAN) image, i.e., a grayscale
image with a single spectral band. These heuristic approaches
[12], [13] consisted in injecting spatial details extracted from
the high spatial resolution image into an interpolated version
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of the low spatial resolution image. Those methods, in addition
to be fast and easy to implement, are likely to recover
spatial details with high accuracy, but they often produce
significant spectral deformations [12]. Another class of data
fusion methods is based on spectral unmixing and matrix
factorization paradigms. One of the first methods was proposed
in [14] for fusing infrared astronomical data. According to
low-rank assumption on the spectral information contained
in the HS image, the latter is decomposed into two factors,
representing source spectra and spatial coefficients, following
a non-negative matrix factorization (NMF) [15]. The source
spectra matrix is then combined with a high spatial resolution
coefficient matrix extracted with a non-negative least square
algorithm from the MS image. The same idea has been pursued
by Yokoya et al. for remote sensing images [16]. The so-called
coupled-NMF (CNMF) method performs NMF alternatively
on the HS and MS images to extract a high resolution
source spectra matrix and a high resolution spatial coefficient
matrix. The two methods assume linear spectral degradation
and spectrally invariant spatial blur for the observations, that
can be either known or estimated beforehand. The main
drawback of these spectral unmixing-based fusion methods
lies on their slow convergence to a local minimum, making the
solution highly dependent on the initialization. More recently,
capitalizing on the prior knowledge regarding the observation
instruments, the data fusion task has been formulated as an
inverse problem derived from explicit forward models and
complemented by appropriate spatial and/or spectral regular-
izations. More precisely, the forward models rely on a spectral
degradation operator associated with the MS filters and a
spectrally invariant spatial blurring induced by the HS sensor.
Most of these methods assume a low-rank structure for the
spectral information provided by the HS image. They mainly
differ by the adopted spatial regularization designed to pro-
mote particular behaviors of the spatial content. For instance,
a convex regularization as a form of vector total variation
has been used in [17], promoting sparsity in the distribution
of the gradient of the reconstructed image. Therefore, this
fused image is expected to be spatially smooth, except for
a small number of areas, coinciding with sharp edges. Instead
of promoting a smooth content, the regularization introduced
in [18], represents the target image as a sparse combination
of elements of a dictionary composed of spatial patches
and learned from the MS image. The resulting optimization
problems are solved iteratively thanks to particular instances
of the alternating direction method of multipliers [19]. More
recently, the authors in [20], [21] show that such fusion inverse
problems can be formulated as a Sylvester equation and
solved analytically, significantly decreasing the computational
complexity of the aforementioned iterative methods.

However, all these techniques are not suitable to tackle
the fusion of high dimensional astronomical data. The first
challenge is to handle the high dimensionality of the data,
considerably larger than the usual dimension encountered in
remote sensing. Indeed, a high spatio-spectral fused image
in Earth remote sensing is composed of at most a few
hundreds of spectral bands while spatio-spectral astronomical
data are typically composed of up to several thousands, or

even tens of thousands of spectral measurements. Moreover,
the spatial resolution of space- or airborne Earth observations
is mainly limited by atmosphere turbulence [22]. Nevertheless,
the spatial resolution of spaceborne astronomical observations
is limited by diffraction. This limit is wavelength dependent
and can be estimated by the Rayleigh criterion [23]. It defines
the angular resolution θ = 1.220 λD , where λ is the wavelength
of the light and D the diameter of the aperture. In practice,
this physical property means that the operators associated
with spatial blurs should be considered as spectrally varying
while restoring astronomical MS and HS images [24], [25].
This crucial issue significantly increases the complexity of
the forward models and make the fusion methods previously
discussed inoperative. Indeed, as mentioned above, the forward
models commonly used for Earth observation data fusion
rely on a spectrally invariant spatial blur to describe the HS
observation and a subsampling operator combined with a spec-
tral degradation operator for the MS observation. The main
contributions reported in this work tackle both challenges: we
design a fusion method and its fast implementation suitable for
fusing large-scale astronomical data while taking into account
the specificities of astronomical imaging, in particular the
spectrally variant blur underlying the MS and HS observations.

The paper is organized as follows. Section II describes the
observational forward models and introduces the fusion inverse
problem. Then, Section III presents our main contribution: a
fast implementation to solve the inverse problem. To this end,
the optimization problem is rewritten in the frequency domain,
while an appropriate vectorization step enables to formulate
the spatial degradations in a low-dimensional subspace. In Sec-
tion IV, the performance of the proposed method is assessed
using a realistic simulated astrophysical dataset and compared
qualitatively and quantitatively with state of the art methods.
Section V finally concludes the paper.

II. PROBLEM FORMULATION

A. Forward models

This section derives the mathematical models associated
with two instruments providing images of complementary
spatial and spectral resolutions. Contrary to models associated
to Bayer-like or other color filter arrays mostly encountered
in digital cameras [26, Chap. 10], they are formulated under
the assumption of independent dual measurements encoding
the information separately. The first instrument is an optical
imager which acquires a MS image of high spatial resolution
denoted Ym ∈ Rlm×pm , where lm and pm denote the num-
bers of spectral bands and pixels, respectively. The second
instrument is a spectrometer which acquires a full HS data-
cube Yh ∈ Rlh×ph of lower spatial resolution, with lm < lh
and ph < pm. From these measurements, the objective of
the fusion process is to recover a HS image of high spatial
resolution denoted X ∈ Rlh×pm , which has the same spatial
resolution as the MS image and the same spectral resolution of
the HS one. The responses of the two sensors are modeled by a
series of linear transformations that describe successive spatial
and spectral degradations of light emerging from the scene
of interest. With the adopted ordering of the elements in the
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matrix X, spectral and spatial degradations will be represented
as left and right operators, respectively. More precisely, we
assume that the MS and HS images result from the following
forward models

Ym ≈ LmM(X) (1)

Yh ≈ LhH(X)S (2)

where the symbol ≈ accounts for random noises and model
mismodeling, and the other operators are detailed hereafter.
First, Lm ∈ Rlm×lh and Lh ∈ Rlh×lh are spectral degradation
operators, respectively associated with MS and HS images.
The MS observation instrument integrates the spectral bands
of the initial scene X over the spectral dimension to provide
each MS band. The rows of the matrix Lm in (1) are thus made
of the transmission functions of the lm corresponding filters
[16], [17], [18]. On the other hand, the spectral information
of the initial scene X is attenuated by the optical system of
the HS instrument. Therefore, Lh is a diagonal matrix made of
the spectral transmission function of the instrument. It is worth
noting that these two spectral degradations are spatially invari-
ant, which allows them to be formulated as the matrix products
in (1) and (2). Second, M : Rlh×pm → Rlh×pm in (1) and
H : Rlh×pm → Rlh×pm in (2) are spatial degradation operators
which model the blurs caused by the optical system of both
instruments. In the context of astronomical imaging addressed
in this work, we can reasonably assume the associated point
spread functions (PSFs) to be space-invariant, but they strongly
depend on the wavelength, following a Rayleigh criterion
[23]. Therefore, M(·) and H(·) are 2D spatial convolution
operators with spectrally variant blurring kernels specific to
each instrument [24], [25]. Finally, the spatial resolution of the
HS image is impaired by a subsampling operator S ∈ Rpm×ph

with an integer decimation factor d such that ph = pm
d2 . In other

words, right-multiplying by S amounts to keeping one pixel
over d2. In this work, we assume that all the operators are
known.

B. Inverse problem

To recover X from the two noisy observations, we adopt
the general framework of (variational) inverse problem, trying
to fit the observations while adding regularization terms to
promote prior knowledge on the sought solution. Similar
approaches have been widely advocated to address the problem
of multiband image fusion in the remote sensing and Earth ob-
servation literature. By denoting (·)H the Hermitian transpose
and ‖ · ‖2F = Tr

(
(·)(·)H

)
the Frobenius norm, this amounts

to solving the generic problem

X̂ = argmin
X

(
1

2σ2
m

‖Ym − LmM(X)‖2F

+
1

2σ2
h

‖Yh − LhH(X)S‖2F + ϕspec(X) + ϕspat(X)

)
(3)

where the two first terms are data fidelity terms related
respectively to the MS and the HS images. Minimizing these
data fidelity terms is equivalent to maximize the log-likelihood
associated to a white Gaussian noise model in the data, i.e.,
the symbols ≈ in (1) and (2) stand for additive corruptions

Nm and Nh assumed to be independent white Gaussian
noise with variance σ2

m and σ2
h , respectively. Although this

hypothesis may be not realistic for astronomical images as
they are known to be rather corrupted by a mixed Poisson-
Gaussian noise [27], the least-square loss is chosen for the
sake of computational efficiency. It is worth noting that the
experimental results reported in Section IV will show that
this simplifying assumption does not significantly impair the
relevance of the proposed method.

Besides, the terms ϕspec(·) and ϕspat(·) in (3) stand for
spectral and spatial regularizations, respectively. Regarding
ϕspec(·), HS image bands are known to be highly correlated.
Thus the pixels of the full scene X can be reasonably assumed
to live in a subspace whose dimension lsub is much smaller than
its spectral dimension lh. This property can be formulated by
imposing a low-rank structure on the scene X to be recovered,
i.e., X = VZ where the columns of V ∈ Rlh×lsub (with lsub ≤
lh) spans the signal subspace and Z ∈ Rlsub×pm gathers the
corresponding representation coefficients. This decomposition
implicitly imposes a spectral regularization, since the spectra
of the fused image are assumed to be linear combinations of
the reference spectra defining V. The columns of V spanning
the signal subspace can be fixed beforehand thanks to prior
knowledge regarding the composition of the scene of interest,
for instance by stacking lsub spectral signatures characterizing
the components of the scene. In absence of such a knowledge,
they can be directly estimated from the HS measurements,
e.g., by conducting a principal component analysis (PCA)
or resorting to a method specifically dedicated to HS data
such as the maximum noise fraction (MNT) transform [28] or
the hyperspectral signal subspace identification by minimum
error (HySime) method [29]. This strategy has been widely
adopted in numerous works of the literature dedicated to
hyperspectral image enhancement [30], [17], [20]. Another
asset of this change of variable lies in a significant reduction of
the complexity of the optimization problem since i) estimating
the decomposition coefficients Ẑ is sufficient to recover the
fused image X̂ = VẐ and ii) this decomposition allows the
forward models to be rewritten in the subspace spanned by
V, which leads to a scalable algorithm (see Section III-B for
details).

Concerning the spatial regularization term ϕspat(·), it is
based on the assumption that the sought image is a priori
spatially smooth, in agreement with typical scenes encountered
in astrophysical observations. We thus propose to minimize
the energy of the spatial discrete gradient of the image, also
known as Sobolev regularization [31]. This writes

ϕspat(Z) = µ‖ZD‖2F

where the matrix D stands for a 1st order 2-D finite difference
operator and the regularization parameter µ ≥ 0 controls
the strength of the regularization. Note that, provided that
the matrix V is orthonormal (i.e., VTV = Ilsub ), this
regularization formulated in the signal subspace is equivalent
to the one that would be formulated in the original image
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domain. The problem now becomes

Ẑ = argmin
Z

(
1

2σ2
m

‖Ym − LmM(VZ)‖2F

+
1

2σ2
h

‖Yh − LhH(VZ)S‖2F + µ‖ZD‖2F
)
. (4)

The next section presents an efficient algorithmic scheme
designed to solve the minimization problem (4).

III. FAST IMPLEMENTATION

Although quadratic, the problem stated in (4) cannot be
easily solved by conventional methods such as fast gradient
descent [32] or conjugate gradient [33] because of the spec-
trally variant blurs inM(·) and H(·). Indeed, resorting to such
algorithms needs to evaluate the gradient at each iteration,
requiring the application of operators M(·) and H(·) and
their respective adjoints, i.e., applying a set of 4lh distinct
2D spatial convolutions. Storing and processing thousands of
distinct PSFs would annihilate the benefit of the dimension
reduction induced by the low-rank decomposition associated
with the matrix V. This section details our main contribution
which consists of a fast implementation tailored to this fusion
task under spectrally variant blurring. Firstly, we show that the
considered problem can be fully formulated in the frequency
domain to handle the heavy convolution operators M(·) and
H(·). Yet sporadically adopted in a few previous works [20],
[21], this strategy departs from most of the fusion techniques
already proposed in the literature. Indeed, most of these
techniques usually solve the problem entirely in the image
domain [34], [35], [36] or operate multiple and expensive back
and forth between the image domain and the frequency domain
along the iterations of the algorithm [17], [18], [37]. Secondly,
we combine these convolution operators and vectorize the
whole problem expressed in the low-dimensional subspace
spanned by the columns of V. Up to our knowledge, no similar
approach has been proposed yet. Although the computational
gain expected from a naive vectorization may appear limited,
we show that it offers two benefits: i) it brings out appealing
quantities that are computed only once in a pre-processing step
and ii) the matrix associated with the resulting linear system to
be solved is shown to be highly sparse with a particular block
structure, which opens the door to the use of dedicated efficient
solvers. Thus rather counterintuitively, this vectorization trick
allows one to significantly reduce the computational cost of
the subsequent iterative minimization algorithm. To highlight
the benefits associated with each of these two steps, namely
the formulation in the Fourier domain and the vectorization,
we provide and discuss the computational complexity of the
proposed implementation at the end of this section.

A. Resolution in the frequency domain

It is widely admitted that computing convolutions in the
frequency domain using fast Fourier transform (FFT) and its
inverse (iFFT) [38] can be faster than directly convolving in
the spatial domain. Here, we propose to reformulate the whole
problem in the Fourier domain to benefit from this computa-
tional advantage. Indeed, every spatial degradation operator

input 2D image

d column blocks

d
ro

w
bl

oc
ks

Σ

× 1
d

output
2D image

Aliasing operator

Fig. 1. Illustration of the aliasing operation Ṡ.

(convolution, subsampling and finite differences operators)
can be expressed or approximated in the Fourier domain by
simple operators, thus reducing the computation burden. First,
under periodic boundary assumptions, the set of 2D spatial
convolutions in H(·) and M(·) can be achieved by cyclic
convolutions acting on VZ. We denote by � the element-wise
matrix multiplication and F the 2D-discrete Fourier transform
(DFT) matrix (FFH = FHF = I) such that Ż = ZF. Thus,
the convolution at a specific spectral band l can be rewritten

[M(VZ)]l =
(
Ṁl � [VŻ]l

)
FH

[H(VZ)]l =
(
Ḣl � [VŻ]l

)
FH

where Ṁl and Ḣl denote the 2D-DFTs of the lth PSFs related
to, respectively, the multi- and the hyperspectral observation
instrument [39]. The down-sampling operator S of factor d
can be written in the Fourier domain as an aliasing operator
Ṡ = SF of factor d [40], which sums d2 blocks of an input
matrix, as illustrated in Fig. 1. Similarly to the downsampling
operator, the aliasing operator acts independently on every
spectral band. Each 2D spatial image with pm pixels is
partitioned into d2 blocks and these blocks are summed up
to produce a 2D spatial image with ph = pm

d2 pixels.
Regarding the spatial regularization, the 1st order 2D finite

differences operator D can be seen as a 2D convolution

operator with kernels
(
1 −1

)
and

(
1
−1

)
. This operator

needs to be applied to the low-dimensional representation
maps Z, whose spectral dimension lsub is much smaller than
VZ. Thus, the computational gain reached by computing this
regularization in the Fourier domain remains negligible. How-
ever, for practical reasons and to simplify the implementation,
we decide to adopt this strategy. More precisely, again, under
cyclic boundary conditions, this regularization term can be
expressed in the Fourier domain as a term-wise multiplication
[39] such that

ZD =
(
Ż� Ḋ

)
FH .

Finally, following Parseval’s identity, the problem (4) is
fully rewritten in the Fourier domain

̂̇
Z = argmin

Ż

(
1

2σ2
m

∥∥∥Ẏm − Lm((VŻ)� Ṁ)
∥∥∥
2

F

+
1

2σ2
h

∥∥∥Ẏh − Lh((VŻ)� Ḣ)Ṡ
∥∥∥
2

F
+ µ

∥∥∥Ż� Ḋ
∥∥∥
2

F

)
(5)

where Ẏm = YmF and Ẏh = YhF. Finally the fused image
can be obtained as X̂ = V

̂̇
ZFH .
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B. Vectorization

The second step consists in computing the sequence of
operators in the subspace spanned by the columns of V instead
of being applied to the full image VŻ. To do so, we introduce
the lexicographically ordered counterparts ẏm, ẏh, V and ż
of Ẏm, Ẏh, V and Ż, respectively, such that

ẏm =
[
Ẏ1

m, · · · , Ẏlm
m

]T
ẏh =

[
Ẏ1

h, · · · , Ẏlh
h

]T

V = V ⊗ Ipm ż =
[
Ż1, · · · , Żlsub

]T

where ⊗ denotes the Kronecker product and Ip is the p ×
p identity matrix. With these notations, the problem (5) is
equivalent to

̂̇z = argmin
ż

(
1

2σ2
m

‖ẏm − LmṀVż‖22

+
1

2σ2
h

‖ẏh − ṠLhḢVż‖22 + µ‖Ḋż‖22
)

where Lm, Lh, Ṁ, Ḣ, Ṡ and Ḋ are vectorized forms of Lm,
Lh, Ṁ, Ḣ, Ṡ and Ḋ, respectively, such that

LmṀVż =




[
Lm((VŻ)� Ṁ)

]1

...[
Lm((VŻ)� Ṁ)

]lm




and

ṠLhḢVż =




[
Lh((VŻ)� Ḣ)Ṡ

]1

...[
Lh((VŻ)� Ḣ)Ṡ

]lh



.

The structures and expressions of all vectorized spatial and
spectral operators are detailed in Appendix A. Finally, the
fusion task boils down to solving the linear system

Aż = b (6)

where A ∈ Rlsubpm×lsubpm and b ∈ Rlsubpm are defined by

A =
1

σ2
m

VHṀ
H

LHmLmṀV

+
1

σ2
h

VHḢ
H

LHh Ṡ
H

ṠLhḢV + µḊ
H

Ḋ, (7)

b = − 1

σ2
m

VHṀ
H

LHm ẏm −
1

σ2
h

VHḢ
H

LHh Ṡ
H

ẏh. (8)

Interestingly, as suggested by (6) and explicitly expressed by
(7) and (8), the quantities A and b resort to all spatial and
spectral operators. In particular, they combine the individual
wavelength-dependent PSFs defining H(·) and M(·) to be
jointly expressed in the low-dimensional subspace through the
left-composition by the projection operator VH . Moreover,
the symmetric matrix A is sparse and composed of, at most,
d2l2subpm non-zero entries, i.e., only a d2/pm-th proportion
of the matrix coefficients is non-zero, arranged according
to a very particular structure detailed in Appendix B. As
a consequence, its high level of sparsity, combined with its

block structure, allows the matrix A to be computed only
once as a pre-processing step and cheaply stored in memory
(see Appendix B for a detailed description of its computation).
Finally, this matrix can be easily called out along the iterations
of a gradient-based descent algorithm implemented to solve
(6). It is also worth noting that this matrix only depends on
the forward models defined by the observation instruments,
the adopted spatial regularization and the matrix V spanning
the signal subspace. Thus, once this subspace does not change,
this matrix does not need to be recomputed to fuse multiple
sets of MS and HS measurements.

C. Complexity analysis
This section discusses the complexity imposed by one

iteration for three different gradient descent algorithms that
solve the fusion problem. More precisely, we compare a naive
implementation minimizing (4), the so-called frequency algo-
rithm minimizing the problem (5) formulated in the Fourier
domain and the proposed algorithm solving the vectorized
formulation yielding the linear system (6). The respective
complexities are expressed as functions of the spatial and
spectral dimensions of the data to be fused, namely pm, lh and
lm, and the intrinsic dimension lsub of the subspace. They are
reported in Table I for the general case, i.e., without assuming
any particular prevalence of one of these quantities over the
others. However, for typical scenarios arising in the applicative
context of astronomical imaging that will be considered in the
experiments (see Section IV), we have lsub ≤ lm ≤ log pm.
In this context, the following findings can be drawn.

When considering a naive implementation, the heaviest
computational burden to solve (4) directly results from evalu-
ating the gradient of the corresponding quadratic cost function,
which amounts to O(lhpm log pm) operations. Note that this
implementation relies on cyclic convolutions operated in the
Fourier domain but requires back and forth in the image
domain by FFT and inverse FFT at each iteration. When
the problem is fully formulated in the Fourier domain (see
Section III-A), the cost of computing the gradient associated
to (5) reduces to O(lhpmlm). By vectorizing the problem (see
Section III-B), the gradient is directly given by the matrix A
in (7). Thus the core steps of the iterative algorithm solving
(6) consist in matrix-vector products, which requires only
O(pml

2
sub) operations thanks to the high level of sparsity of

A. Consequently, one iteration of this vectorized implemen-
tation is significantly less complex than the naive and Fourier
domain-based resolutions.

Besides, while the naive implementation does not require
any pre-processing step, the two alternative schemes proposed
in Sections III-A and III-B rely on quantities computed before-
hand. More precisely, to solve (5) in the frequency domain,
FFT of the MS and HS images and PSFs are required, for
a overall complexity of O(lhpm log pm). In addition, solving
(6) requires to compute the matrix A in (7) and the vector
b in (8). Specifically, the most heavy step is computing the
two first terms in the right-hand side of (7), for a overall
complexity of O(lhpml

2
sub). Therefore, the pre-processing

step involved in the vectorized implementation is more time-
consuming but this step is performed only once before solving
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TABLE I
ASYMPTOTIC COMPLEXITY (AS O(·)): ONE ITERATION OF THE

GRADIENT-BASED ALGORITHM AND PRE-PROCESSING.

Method Iteration Pre-processing

Naive lhpm max {lsub, lm, log pm} –

Frequency lhpm max {lsub, lm} lhpm log pm

Vectorized pml2sub lhpml
2
sub

the problem iteratively. Moreover, as already highlighted, this
pre-processing is significantly lightened when fusing several
sets of HS and MS measurements since only b needs to
be updated, provided the spatial regularization and the signal
subspace remain unchanged.

Beyond the computational complexity, given the high di-
mensionality of the problem, issues raised by handling the
data and instrument models should be also discussed. In
particular, loading the entire fused product and all spectrally
variant PSFs is impossible in high dimension when using
conventional computing resources. As a consequence, when
solving the fusion problem with the naive strategy or in the
frequency domain (see Section III-A), computing (VŻ)� Ṁ
and (VŻ) � Ḣ at each iteration of the descent algorithm
requires on-the-fly loading of each PSF, which increases the
computational times significantly. Conversely, the vectorized
implementation requires to load these PSFs only once during
the pre-processing.

IV. EXPERIMENTAL RESULTS

This section assesses the performance of the proposed
fusion method when applied to a simulated yet realistic
astronomical dataset. This dataset is discussed in the next para-
graph. The considered figures-of-merit, compared methods and
quantitative and qualitative results are reported subsequently.

A. Simulated dataset

The simulated dataset considered in the experiments was
specifically designed to assess multi- and hyperspectral data
fusion in the particular context of high dimensional astro-
nomical observations performed by the James Webb Space
Telescope (JWST). The generation process is accurately de-
scribed in [41] and more briefly recalled hereafter. This dataset
is composed of a high spatial and high spectral resolution
synthetic scene of a photodissociation region (PDR) located
in the Orion Bar. This scene is accompanied with a pair of
corresponding simulated MS and HS observations. The reso-
lution of the synthetic scene matches the spectral resolution
of the HS instrument and the spatial resolution of the MS
sensor, and its field of view and spectral range corresponds
to plausible real acquisitions that will be performed by the
JWST.

The synthetic scene has been generated under a low-rank
assumption such that its constitutive spectra are linear mix-
tures of 4 synthetic elementary spectra spatially distributed
according to 4 maps representing the spatial abundances of

each elementary spectrum over the scene. To simulate the
expected spatial and spectral content of the Orion bar, four real
images acquired by different telescopes are combined to build
the spatial maps and the spectral signatures of the elementary
components were chosen to be those likely present in this
region (see [41] for more details). This simulated scene will
be denoted X in the following and will represent the reference
(i.e., ground-truth) data-cube we aim to recover by fusing the
HS and MS measurements. It is composed of 90× 900 pixels
and 4974 spectral bands ranging from 1 to 2.35 µm.

The corresponding MS and HS observed images were
simulated from this reference synthetic image following the
forward models introduced in Section II-A, where the spatial
and spectral degradation operators are those of the JWST
instrumentation documentation1. The MS image Ym simulates
the output of the near-infrared camera (NIRCam) imager and
is composed of 90×900 pixels and 11 spectral bands. The HS
image Yh consists of 30×300 pixels and 4974 spectral bands
with the specificities of the integral field unit (IFU) of the near-
infrared spectrograph (NIRSpec). The spatial subsampling
factor d is thus set to d = 3. The spectral degradation operators
Lm and Lh are the spectral responses of those two instruments
as specified by the documentation. The 2-D spatial convolu-
tion operators M(·) and H(·) are each composed of 4974
PSFs whose full width at half-maximum (FWHM) is linearly
varying with wavelength. Therefore, the widest PSF is 2.35
times larger than the thinnest. For multi- and hyperspectral
observation instruments, they are of size 161×161 pixels and
145 × 145 pixels, respectively and, because of the specific
shape of JWST mirrors, these PSFs are strongly anisotropic, as
illustrated in Fig. 3. This figure emphasizes the crucial need of
accounting for spectrally variant spatial convolution operators
in the two forward models.

Finally, the simulated images Ym and Yh include a realistic
Poisson-Gaussian mixed noise which is expected to corrupt
astronomical data. They are first corrupted with a Poisson
noise approximated by a multiplicative Gaussian noise of mean
and variance the photon count in each pixel. The instrumental
so-called readout noise is subsquently modeled by an additive
spatially correlated Gaussian noise, with mean and covari-
ance matrix depending on instruments and readout patterns,
assumed to be known. It is worth noting that this mixed
noise significantly departs from the simplifying assumption
of Gaussian noise underlying the two data-fitting terms that
define the minimization problem (3).

Red-green-blue (RGB) color compositions (left) and spectra
(right) of the reference synthetic image (top), the simulated
MS observed image (middle) and simulated HS observed im-
age (bottom) are shown in Fig. 2. Each color in the composite
images is associated to a specific emission line chemically
related to a particular region of the PDR to highlight the
various structures of the scene. Spectra in the right-hand side
of the figure coincide with a pixel in the dark-blue region.
Those illustrations show how the signal is degraded by the
instruments. For the MS observations, the RGB composition

1Instrumental documentation available on STScI website: https://jwst-docs.
stsci.edu/
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Original simulated scene

MS observed image

HS observed image
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Fig. 2. Left: RGB compositions of the synthetic simulated scene (top), the NIRCam Imager MS image (middle) and the NIRSpec IFU HS image (bottom)
[Red channel: H2 emission line pic intensity at 2.122µm, Green channel: H recombination line pic intensity at 1.865µm, Blue channel: Fe+ emission line
pic intensity at 1.644µm]. Right: A spectrum from 1.0 to 2.35 microns related to a pixel of each image on their left. From top to bottom, the first two are
original spectra from the synthetic scene with 4974 points, the following two are observed spectra from the multiband image provided by the NIRCam Imager
forward model with 11 spectral points, the last two are calibrated observed spectra from the HS image provided by the NIRSpec IFU forward model with
about 5000 spectral points.
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Fig. 3. PSFs of the NIRCam Imager (top) and NIRSpec IFU (bottom)
calculated with webbpsf [42] for two particular wavelengths (logarithmic
scale).

shows less contrast, due to the loss of spectral information
induced by the filters. On the other hand, the hyperspectral
data is clearly less spatially resolved, and the spectrum exhibits
a lower signal-to-noise ratio (SNR).

B. Quality metrics

The performances of the compared data fusion algorithms
are assessed according to three reconstruction quality mea-
sures. We propose to evaluate the spectral distortion between
reconstructed and target spectra through the average spectral
angle mapper (SAM), defined by

aSAM(X̂,X) =
1

pm

pm∑

p=1

arccos

(
〈Xp, X̂p〉
‖Xp‖2‖X̂p‖2

)

where X̂p is a reconstructed spectrum and Xp is the corre-
sponding reference spectrum. The structural similarity (SSIM)
index is then used to estimate the degradation of spatial
structural information. The SSIM index is defined as

SSIM(X̂l,Xl) =

(
2µX̂lµXl + C1

) (
2σX̂lXl + C2

)
(
µ2
X̂l

+ µ2
Xl + C1

)(
σ2
X̂l

+ σ2
Xl + C2

)

where X̂l is a lth reconstructed spectral band, Xl is the
corresponding reference spectral band and µX̂l , µXl , σ2

X̂l
, σ2

Xl ,
σX̂lXl are empirical statistics defined in [43] and Cj ∝ L2

(j = 1, 2) is the dynamic range of Xl. In this paper, we rather
consider the average complementary SSIM (acSSIM) across
all bands defined by

acSSIM(X̂,X) = 1− 1

lm

lm∑

l=1

SSIM(X̂l,Xl).

Finally, the overall peak SNR (PSNR) measures the overall
reconstruction quality in the least-square sense:

PSNR(X̂,X) = 10 log10

(
max(X)

‖X− X̂‖2F

)

where X̂ is the reconstructed image and X is the reference.
Note that a good performance is achieved when both the
aSAM and acSSIM are low while the PSNR is large. All these
quantities have been averaged over 20 Monte-Carlo runs.

C. Compared methods

We first consider a naive super-resolution method relying on
a low-rank assumption, referred to afterwards as the baseline
method. This approach consists in spatially upsampling the
projection of the HS image onto the subspace spanned by the
columns of V with a bi-cubic spline interpolation to reach the
spatial resolution of the MS image.

We also compare our fusion algorithm, designated as “Pro-
posed”, with two methods widely known for fusing MS and
HS or MS and PAN remote sensing data: the Brovey method
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[44] and the robust fast fusion using a Sylvester equation
(R-FUSE) [21]. The first one is a component substitution
approach originally designed to fuse MS and PAN images. It
interpolates the projection of the HS image over the spectral
subspace to the spatial resolution of the MS image and
injects extracted details from the MS image. It only requires
the prior knowledge of the spectral blur operator Lm. The
second method formulates the fusion task as an inverse prob-
lem derived from forward models of observation instruments
complemented with a Gaussian prior. This problem uses a
spectral degradation operator Lm related to the multispec-
tral instrument and a spectrally invariant PSF related to the
hyperspectral instrument. In these experiments, this unique
PSF is chosen as the PSF corresponding to the mean-energy
wavelength. The problem is written as a Sylvester equation and
solved analytically, substantially decreasing the computational
complexity.

Finally to evaluate the relevance of the fusion task, we also
compare our fusion algorithm with its two non-symmetric
versions, where one of the data-fit term is removed. The
first version, called MS-only, solves the following spectral
deconvolution problem

Ẑ = argmin
Z

(
1

2σ2
m

‖Ym − LmM(VZ)‖2F + µm‖ZD‖2F
)

where only the data fitting term related to the MS image
is considered. Similarly, the second version, called HS-only
and similar to [45], solves the following HS super-resolution
problem including only the data fitting term related to the HS
image

Ẑ = argmin
Z

(
1

2σ2
h

‖Yh − LhH(VZ)S‖2F + µh‖ZD‖2F
)
.

All the aforementioned methods require a subspace identi-
fication to find the basis matrix V. This step is performed
by PCA conducted on the HS image, as it is expected to
contain all the relevant spectral information. These methods
also require an hyperparameter setting. In this paper, the
hyperparameter is set such that it leads to the highest PSNR
value and the lowest aSAM and acSSIM.

Baseline

Brovey

R-FUSE

HS-only

MS-only

Proposed

Fig. 4. From top to bottom: RGB compositions of fused images reconstructed
by the baseline, Brovey, R-FUSE, HS-only, MS-only and proposed method.
The color composition is the same as for Fig. 2 (left).

D. Results

The fusion results obtained by the six compared methods
are depicted in Fig. 4 as RGB images using the same color
composition as in Fig. 2. Zooms on sharp structures in the
scene are shown in Fig. 5. Qualitatively, the reconstruction
appears to be excellent. Denoising seems to be efficient for
most methods, with a slightly noisier fused product obtained
with R-FUSE. The baseline and HS-only methods are not
able to restore the energy in the signal while the MS-only
and proposed methods appear to better recover even very high
intensities, especially on sharp edges, as shown in Fig. 5. The
gain in spectral and spatial resolution of reconstructed images
of the proposed algorithm with respect to MS and HS images
respectively is clearly noticeable. The contrast between color
components in the MS observed image is restored, as well as
spatial details blurred in the HS observed image.

Original MS observed image HS observed image

Baseline Brovey R-FUSE

HS datafit MS datafit Proposed

Fig. 5. Zooms on strong structures excerpt from Fig. 2 (simulated, MS
observed and HS observed images) and from Fig. 4 (fused images by the
compared methods).

To better assess method performances, quantitative results
are reported in Table II. The two best results for each measure
are highlighted in bold. As expected, the HS-only method
shows a very low aSAM, i.e., an excellent spectral recon-
struction but a poor spatial reconstruction with the second
worst cSSIM index. On the other side, the MS-only method
provides the best spatial reconstruction but the worst spectral
reconstruction. Our method provides, as a trade-off between
HS-only and MS-only, the second best spatial and spectral
reconstructions. The best overall PSNR values are reached
by MS-only, our proposed method and HS-only, improving
the baseline performance up to 8dB. State-of-the-art methods
give similar quantitative results, with a slightly better PSNR
value for the Brovey method. Pre-processing time aside, all
compared methods in their optimal implementation are very
fast and perform data fusion in less than 30 seconds. To
emphasize the interest of the formulation in the Fourier domain
and the vectorization underlying the proposed algorithm, this
table also reports the computational times required by depreci-
ated counterparts of the proposed algorithm, namely the naive
implementation and the frequency-based implementation (i.e.,
without vectorization). Note again that the three algorithms
exactly solve the same minimization problem and thus are
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expected to provide the same fusion performance. These times
show the respective gains reached when conducting each of
the two steps described in Section III. In particular, one can
observe that the proposed vectorized resolution (including
the pre-processing step) saves up to 8 and 16 times of the
computational time when compared to the frequency-based
and the naive implementations, respectively. It is also worth
noting that the pre-processing step required by the proposed
method after vectorization consists in pre-computing quantities
that do not depend on the images to be fused. Thus, if the
instrumental specifications defining the forward model and
the signal subspace defined by V do not change, this pre-
processing step needs to be conducted only once to fuse
multiple data sets.

TABLE II
PERFORMANCE OF FUSION METHODS: ASAM (RAD), ACSSIM, PSNR

(DB), AND TIME (PRE-PROCESSING + FUSION, SECONDS).

Methods aSAM acSSIM PSNR Time

Baseline 0.0296 0.0428 66.88 /

Brovey 0.0304 0.0040 71.04 17

R-FUSE 0.0360 0.0036 69.68 26

HS-only 0.0118 0.0239 72.90 1600 + 20

MS-only 0.0389 0.0018 75.00 600 + 15

Pr
op

os
ed Naive ≈ 36× 103

Frequency 0.0247 0.0029 74.90 ≈ 18× 103

Vectorized 2200 + 20

Fig. 6 presents SAM errors maps. These spectral errors have
been calculated between reference and reconstructed spectra
without averaging over the pixels. This figure highlights that,
for each method, spectra located around a sharp structure
of the scene (i.e., characterized by a high gradient region)
show bad reconstructions (yellow pixels). This bad recon-
struction is even worse for baseline, Brovey, R-FUSE and
MS-only methods while HS-only and the proposed method
provide the lowest SAM maxima. For most methods, this can
be explained by the adopted regularizations, which promote
spatially smooth content and therefore distribute the flux
over neighboring pixels, leading to higher SAM values. On
the contrary, in spatially smooth regions, all the methods
present a very low spectral error. Fig. 7 represents cSSIM
errors as function of the wavelength, i.e., without averaging
over the spectral bands. Baseline and HS-only methods show
very large spatial errors whereas MS-only and the proposed
method provide the best cSSIM values. In between, Brovey
and R-FUSE present intermediate and slightly increasing with
wavelength cSSIM values. This may be explained by the
fact that R-FUSE exploits a unique PSF, i.e., neglecting
the spectrally spatial blur affecting the data. Indeed, larger
wavelength bands are blurrier than short wavelength bands and
therefore spatially worse reconstructed with an inappropriate
model. The reference spectrum displayed in the bottom of the
graph emphasizes that variations in cSSIM w.r.t. wavelength
are correlated with high intensity emission lines in the scene.

This is also likely due to the regularization term which tends
to favor smooth images especially for high intensity spectral
bands.

Baseline

Brovey

R-FUSE

HS-only

MS-only

Proposed

Symmetric fusion

Brovey

R-FUSE

PCA + MS reconstruction

PCA + HS super-resolution

Baseline

0.2 0.4 0.6 0.8

Fig. 6. Spatial maps of the SAM obtained by, from top to bottom, the baseline,
Brovey, R-FUSE, HS-only, MS-only and proposed method. The smaller SAM,
the better the reconstruction.

Figs. 8 and 9 show cumulative histograms of SAM and
cSSIM errors respectively. According to Fig. 8, R-FUSE
appears to provide a high systematic error and a large number
of pixels with a SAM value larger than 10−1rad. On the
contrary MS-only and the proposed method also show a high
systematic error but a small number of pixels with a large
SAM value. On the other hand, the baseline and Brovey
present a low systematic error but a large number of pixels
with a large SAM value. HS-only shows the best cumulative
histogram, with a low systematic error and a small number
of pixels with a large SAM value. However in Fig. 9, this
method, as well as the baseline, provide a very high (larger
than 10−2) cSSIM value for all spectral bands, while all the
other methods show a much lower systematic error. Brovey
and MS-only seem to have a very low number of spectral
bands with a large cSSIM, but Brovey shows a much larger

Baseline

Brovey

R-Fuse

MS-only

HS-only

Proposed

cS
SI

M

Intensity (m
Jy.arcsec −2)

Wavelength (microns)

Fig. 7. Color lines: cSSIM as a function of the wavelength obtainted by the
compared methods. The smaller cSSIM, the better the reconstruction. Gray
line and shaded area: a spectrum located in the reference scene around a sharp
structure.
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Fig. 8. SAM cumulative histograms obtained by the compared methods.
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Fig. 9. cSSIM cumulative histograms obtained by the compared methods.

systematic error. R-FUSE and the proposed method present
an intermediate cSSIM cumulative histogram, with a larger
number of spectral bands with a high cSSIM value for the
R-FUSE method. Considering these two figures, our proposed
method emerges once more as a trade-off between good spatial
and spectral reconstructions.

E. Selecting the regularization parameter

To choose an appropriate value for the regularization pa-
rameter µ in (4), we evaluated performances of the proposed
fusion algorithm by monitoring the obtained aSAM and PSNR
as functions of µ. Results are displayed in Fig. 10. In the
simulations, we selected µ = 2.10−5 as a trade-off between the
values providing the best PSNR and aSAM. We see that, for a
wide range of µ values (light green, typically between 5.10−6

and 2.5.10−4), the proposed algorithm still outperforms state-
of-the-art algorithms.

In a real-world scenario, i.e., when no ground truth is
available and thus quantitative performance measures cannot
be computed, we propose to adjust the regularization param-
eter µ automatically thanks to a dichotomous approach. More

5e-6 2.5e-4

Dichotomous search value

72

0.03

μ

μ

PS
N

R
aS

AM

Fig. 10. Performance (in terms of PSNR and aSAM) of the proposed fusion
algorithm as a function of the regularization parameter µ. Shaded green areas
indicate the ranges of values for which the proposed algorithm outperforms
state-of-the-art methods. The value of the parameter obtained by the proposed
dichotomous search is highlighted with a vertical dotted line.

precisely, the optimal value of the parameter is assumed to
provide a fused product X̂ such that the residuals defined by
the forward models are of magnitude of the noise levels, i.e.,

‖Ym − LmM(X̂)‖2F ≈ σ2
m (9)

‖Yh − LhH(X̂)S‖2F ≈ σ2
h. (10)

Therefore, if the residuals are higher (resp. lower) than the
noise levels, we increase (resp. decrease) the value of µ. As
illustrated in Fig 10, the final value obtained by this iterative
procedure is shown to belong to the range of acceptable values.

F. Robustness with respect to model mismatch

All experiments reported above have been conducted under
a perfect knowledge of the forward models (1) and (2), i.e.,
an ideal design of the spectral filters Lm and Lh and an
ideal calibration of the PSFs definingM(·) and H(·). Indeed,
the performance of the proposed fusion algorithm has been
assessed on pairs of MS and HS images generated following
the simulation framework detailed in Section IV-A. Hence,
both the data generation and fusion procedure rely on exactly
the same forward models, a testing strategy usually referred
to as “inverse crime” [46]. To depart from this questionable
experimental protocol, new sets of MS and HS images are
generated after perturbing the nominal spatial and spectral
responses of the forward models (1) and (2) while, at the
same time, these nominal responses are still used in the
forward models underlying the fusion process. This additional
experiment detailed below will allow ones to evaluate the
impact of a forward model mismatch on the expected fusion
performance.

More precisely, in this new experiment, the nominal spectral
filters Lm and Lh of models (1) have been corrupted by an
additive zero-mean Gaussian noise. The standard deviation of
this noise has been adjusted such that the corresponding SNR
is equal to 50dB. This corruption is assumed to be of low
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TABLE III
PERFORMANCE OF THE PROPOSED FUSION METHOD WITH RESPECT TO

SIMULATED TELESCOPE JITTER.

Jitter aSAM acSSIM PSNR

× 1.00 0.0250 0.0029 74.90

× 1.20 0.0250 0.0029 74.84

× 1.95 0.0250 0.0029 74.99

× 3.15 0.0250 0.0029 74.97

× 5.15 0.0249 0.0029 74.93

× 8.35 0.0250 0.0029 74.62

energy since the design of the spectral filters embedded on
spaceborne astronomical telescopes does not depend on the
observed scene, is known with a high accuracy and does not
vary with time. Conversely, the main source of errors on the
calibration of the PSFs M(·) and H(·) is possible telescope
instabilities, which are likely to occur for long exposure times.
To mimic this telescope jitter, the nominal PSFs have been
blurred with a Gaussian kernel following the strategy used in
webbpsf [42]. The standard deviations of these kernels have
been chosen to be from 1 to more than 8 times the nominal
jitter value wich is an angle of 7.0× 10−3arcsec. (2.0× 10−6

degrees) provided by webbpsf.

The new resulting data set has been fused by the proposed
method when assuming nominal spatial and spectral filters.
Table III reports the performance of the fusion method for
noisy spectral responses and increasing levels of telescope
jitter. Note that a jitter level of ×1 corresponds to nominal
spatial responses and, thus, this case reflects a sole spec-
tral model mismatch. Spectral (aSAM) and spatial (acSSIM)
reconstructions remain stable and of equivalent accuracy to
performance reported in Table II without considering model
mismatch. Although a slow decay of the overall reconstruction
(PSNR) performance is observed when the jitter increases,
the proposed fusion method still outperforms state-of-the-art
methods.

As for the experiment reported in Section IV-D, these
performances have been obtained for an optimal value of the
regularization parameter µ, i.e., providing the highest PSNR.
The automatic procedure for adjusting this hyperparameter
(see Section IV-E) has been also performed and has shown
to provide consistent results (not reported here for brevity).
This can be explained by the impact of the model mismatch
on the achieved reconstruction performance as a function of
this parameter. To illustrate, similarly to the results presented
in Fig. 10, Fig. 11 plots the PSNR as a function of µ for
various levels of telescope jitter and a constant degradation
of the spectral response. These curves show that a model
mismatch only shifts vertically the achieved performance. As
a consequence, in case of model mismatch, the proposed
strategy to automatically adjust the regularization parameter is
able to provide consistent results, without any dramatic impact
on the expected fusion performance.

x

x

x

x

x

x

Fig. 11. Performance (in term of PSNR) of the proposed fusion algorithm
as a function of the regularization parameter µ for various levels of telescope
jitter and noisy spectral responses.

V. DISCUSSION AND CONCLUSION

In this paper, we proposed a novel hyperspectral and multi-
spectral image fusion method when the observed images were
affected by spectrally variant blurs. To computationally handle
this particularity, we designed a fast algorithm to minimize
the objective function associated with the fusion problem.
Operating in the Fourier domain, this algorithm exploited
the frequency properties of cyclic convolution operators and
capitalized on a low-rank decomposition of the fused image.
This implicit spectral regularization allowed the problem to be
solved in a subspace of significantly lower dimension. These
two computational advantages made the proposed algorithm
able to handle large data sets since it solved the fusion
problem with reasonable processing times. The relevance of
the proposed method was evaluated in the specific context of
astronomical imaging. We applied this method to a realistic
simulated scene of the Orion Bar and compared the results
with fused products obtained with state-of-the-art methods and
non-symmetric versions of our approach. We showed that the
proposed method appeared as an excellent trade-off with the
best spectral, spatial and overall reconstruction results.

Improvements of the fusion method are however required.
Further work will be dedicated to design a tailored regulariza-
tion term, that could be more suitable than the currently chosen
one to our kind of data. In a wider perspective, we also would
like to include a realistic noise model in our fusion method.

APPENDIX A
VECTORIZED OPERATORS

To handle the vectorized counterpart ż of the DFT of the
representation coefficients, the subspace basis matrix V shoud
be rewritten V = V ⊗ Ipm×pm such that

Vż =




[VŻ]
1

...

[VŻ]
lh


 .

Similarly, within this vectorized formulation, the spectral
degradation operators Lm and Lh should be rewritten as

Lm = Lm ⊗ Ipm
Lh = Lh ⊗ Iph .
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Corresponding convolution operators Ṁ and Ḣ are two block-
diagonal matrices

Ṁ = diag
{

Ṁ1, · · · , Ṁlh
}

Ḣ = diag
{

Ḣ1, · · · , Ḣlh
}

defined by the DFTs of the MS and HS PSFs along the spectral
bands. Finally, the spatial operators Ṡ and Ḋ are written as

Ṡ = Ilh ⊗ ṠH

Ḋ = Ilsub ⊗ ḊH .

APPENDIX B
STRUCTURE AND EFFICIENT COMPUTATION OF THE LINEAR

SYSTEM MATRIX A

Capitalizing on the vectorized formulation of the objective
function (5), the matrix A defining the linear system to solve
exhibits a particular structure. More precisely, as stated by (7),
A can be written as a weighted sum of 3 matrices denoted
here as Am, Ah and Ar whose computations are discussed
in what follows. First, the matrix Am , VHṀ

H
LHmLmṀV

associated with the MS forward model can be decomposed
into lsub × lsub elementary blocks such that

Am =




[Am]
1
1 . . . [Am]

1
lsub

...
. . .

...
[Am]

lsub
1 . . . [Am]

lsub
lsub




where each block [Am]
j
i ∈ Rpm×pm is a diagonal matrix

defined by

[Am]
j
i = diag

{
lm∑

l=1

αli � ᾱlj

}

with αlj =
∑lh
b=1[Lm]lbṀ

bVb
j . This computation is detailed

in Algo. 1. Since the matrix Am is symmetric, note that only
its upper (or lower) triangular part needs to be calculated.

Similarly, the matrix Ah , VHḢ
H

LHh Ṡ
H

ṠLhḢV defined
by the HS forward model can be decomposed into lsub× lsub
elementary blocks such that

Ah =




[Ah]
1
1 . . . [Ah]

1
lsub

...
. . .

...
[Ah]

lsub
1 . . . [Ah]

lsub
lsub




where each block [Ah]
j
i ∈ Rpm×pm is also decomposed into

d2 × d2 diagonal matrices of size pm/d2 × pm/d2, i.e.,

[Ah]
j
i = βji �Υpm,d2

with βji = 1
d2

∑lh
l=1

(
[Lh]ll

)2
Vl
jV

l
i(Ḣ

l)(Ḣl)H and

Υpm,d2 =




Ipm/d2 . . . Ipm/d2

...
. . .

...
Ipm/d2 . . . Ipm/d2


 (11)

Note that a large number of coefficients in Ah are zeros,
which avoids to compute all the entries in the matrices βji
but only its non-zero coefficients whose positions correspond

Algorithm 1 Computing Am

Input: Lm, V, Ṁ
# Compute all αlj (∀j, l)

1: for l = 1 to lm do
2: for j = 1 to lsub do
3: αlj =

∑lh
b=1[Lm]lbṀ

bVb
j

4: end for
5: end for

# Fill-in Am block-by-block
6: for i = 1 to lsub do
7: for j = 1 to (lsub − i) do
8: if (j 6= 0) then
9: [Am]j+ii =

∑lm
l=1 α

l
i � ᾱlj

10: [Am]ij+i = [Am]j+ii

11: else
12: [Am]ii =

∑lm
l=1 α

l
i � ᾱli

13: end if
14: end for
15: end for
Output: Am

to the non-zero values in Υpm,d2 . This is summarized in
Algo. 2 which also benefits from the Hermitian symmetry of
Ah. It is also worth noting that the 2l2sub blocks defining the
matrices Am and Ah of the system matrix A can be computed
independently, which is highly amenable to parallelization to
benefit from multi-core processing.

Algorithm 2 Computing Ah

Input: Lh, V, Ḣ, d
# Fill-in Ah block-by-block

1: for i = 1 to lsub do
2: for j = 1 to (lsub − i) do
3: if (j 6= 0) then
4: # Identify non-zero elements in the block (ji )
5: for (m,n) s.t. [Υpm,d2 ]nm 6= 0 do
6: [Ah]

i+j,n
i,m = 1

d2

∑lh
l=1

(
[Lh]ll

)2
Vl
jV

l
iḢ

l
mḢl

n

7: [Ah]
i
i+j = (Ah)

i+j
i

8: end for
9: else

10: # Identify non-zero elements in the block (ii)
11: for (m,n) s.t. [Υpm,d2 ]nm 6= 0 do
12: [Ah]

i,n
i,m = 1

d2

∑lh
l=1

(
[Lh]ll

)2
Vl
iV

l
iḢ

l
mḢl

n

13: end for
14: end if
15: end for
16: end for
Output: Ah

Finally, the last matrix involved in the definition of A

is Ar , Ḋ
H

Ḋ, which is a diagonal matrix and easily
computable.
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Abstract

Count data are often used in recommender sys-
tems: they are widespread (song play counts,
product purchases, clicks on web pages) and
can reveal user preference without any explicit
rating from the user. Such data are known to be
sparse, over-dispersed and bursty, which makes
their direct use in recommender systems chal-
lenging, often leading to pre-processing steps
such as binarization. The aim of this paper is
to build recommender systems from these raw
data, by means of the recently proposed com-
pound Poisson Factorization (cPF). The paper
contributions are three-fold: we present a uni-
fied framework for discrete data (dcPF), lead-
ing to an adaptive and scalable algorithm; we
show that our framework achieves a trade-off
between Poisson Factorization (PF) applied to
raw and binarized data; we study four specific
instances that are relevant to recommendation
and exhibit new links with combinatorics. Ex-
periments with three different datasets show
that dcPF is able to effectively adjust to over-
dispersion, leading to better recommendation
scores when compared with PF on either raw
or binarized data.

1 INTRODUCTION

Collaborative filtering (CF) techniques have been achiev-
ing state-of-the-art performances in recommendation
tasks since the Netflix prize (Bennett and Lanning, 2007).
CF is based on feedbacks of users interacting with
items. These data can either be explicit (ratings, thumbs
up/down) or implicit (number of times a user listened to
a song, number of clicks on web pages). In particular,
historical data are easy to collect and often in the form

of count data. They can be stored in a sparse matrix Y
of size U × I , where each entry of the matrix yui is the
number of times the user u ∈ {1, . . . , U} interacts with
the item i ∈ {1, . . . , I}. For the rest of the paper, we will
consider the example of users listening to songs without
loss of generality.

Matrix factorization (MF) allows to make recommenda-
tions using these feedback data (Koren et al., 2009). The
aim of MF is to infer a low-rank approximation of the
observations: Y ≈ WHT , where W of size U × K
represents the preferences of users, and H of size I ×K
represents the attributes of items, with K � min(U, I).
Therefore, each user or item is represented in the same
latent space by a vector of K latent components. The
strength of an interaction between a user and an item is
measured by the dot product between their representative
latent vectors. Among the methods based on MF (Lee
and Seung, 1999, 2001; Hu et al., 2008; Ma et al., 2011;
Févotte and Idier, 2011; Liang et al., 2016), Poisson factor-
ization (PF) (Canny, 2004; Cemgil, 2009; Gopalan et al.,
2015) has become very popular in CF when using implicit
feedbacks. Indeed, PF posits that the data are generated
from a Poisson distribution, making it well-adapted for
count data. PF has reached state-of-the-art results while
having favorable properties. (i) PF down-weighs the effect
of the zeros present in the data, by implicitly assuming
that the users have a limited budget to distribute among
the items (Gopalan et al., 2015). (ii) Algorithms for PF
scale with the number of non-zero values in the data,
leading to fast inference (Cemgil, 2009). Many variants
of PF have been proposed these last years. Hierarchical
structures on the latent variables have been explored (Ran-
ganath et al., 2015; Zhou et al., 2015; Liang et al., 2018).
Other works have proposed to use additional information
in the model to perform hybrid CF approaches (Gopalan
et al., 2014; Lu et al., 2018; Salah and Lauw, 2018).

However, in many cases, count data are over-dispersed
and bursty (Kleinberg, 2003; Schein et al., 2016). The
Poisson distribution fails to fully describe such data. Its



modeling capacities are indeed limited since its mean and
variance are equal. To avoid this problem, it is of com-
mon use to work with binarized data (Gopalan et al., 2015;
Liang et al., 2016). This pre-processing step is effective
in practice but removes the information contained in the
non-zero values. Recent works have focused on directly
using the raw data in order to achieve better representa-
tion and recommendation results. In (Hu et al., 2008; Pan
et al., 2008), the raw data are introduced as weights (con-
fidence), which regularize the MF approximation. Other
works try to find generative processes which are able to
deal with over-dispersed data. In (Zhou, 2018), the au-
thor makes use of the negative binomial (NB) distribution,
which is a well-known extension of the Poisson distribu-
tion (Lawless, 1987). He exploits the compound Poisson
(cP) representation of the NB distribution to preserve
the scalability property of the proposed algorithm. cP
structure has further been used in (Simsekli et al., 2013;
Basbug and Engelhardt, 2016) to model continuous or
discrete sparse data, showing an improved description of
the non-zero values.

In this paper, we present novel contributions to discrete
compound Poisson factorization (dcPF). dcPF refers to
compound Poisson factorization (cPF), as introduced by
(Basbug and Engelhardt, 2016), for discrete data. dcPF
posits that the listening counts can be grouped in listening
sessions which are somewhat more informative for recom-
mendation. It uses the concept of self-excitation (Du et al.,
2015; Hosseini et al., 2018; Khodadadi et al., 2018; Zhou,
2018), which describes the idea that a user can listen to a
song not merely because of his/her attachment to it, but
because of a previous interaction. The contributions of
the paper are the following:

• We develop a unified framework for dcPF and study
four specific distributions to model self-excitation, called
element distributions. We exhibit new links between the
choice of this distribution and combinatorics.

• We provide simple conditions to preserve scalability
and to obtain closed-form updates for the inference of the
posterior.

• We show that dcPF is a natural generalization of PF
by proving that PF applied to raw data and PF applied to
binarized data are two limit cases of dcPF.

•We discuss the choice of the element distribution and in
particular consider a new one in the context of compound
Poisson models, the shifted negative binomial distribu-
tion. We present new methodology for hyper-parameter
estimation and report experiments with three datasets.

The paper is organized as follows. In Section 2, we pro-
vide preliminary material about PF and exponential dis-
persion models (EDM). In Section 3, we present Bayesian

dcPF and give an intuitive interpretation of the model and
its properties. Related works are discussed in Section 4
and a scalable variational algorithm is developed in Sec-
tion 5. In Section 6, we apply the proposed algorithm
to recommendation tasks with three datasets. Section 7
concludes the paper and discusses possible perspectives.

2 PRELIMINARIES

Poisson factorization. PF is based on non-negative ma-
trix factorization (NMF) (Lee and Seung, 1999, 2001).
Each observation is assumed to be drawn from a Poisson
distribution:

yui ∼ Poisson([WHT ]ui), (1)

with yui ∈ N = {0, 1, . . . ,+∞}. The preferences W
and the attributes H are supposed to be non-negative
matrices. Non-negativity induces a constructive part-
based representation of the observations that is central to
so-called topic models (Lee and Seung, 1999; Blei et al.,
2003). Bayesian extensions of PF typically impose that
each entry of the matrices W and H has a gamma prior.
The gamma prior1 imposes non-negativity and is known
to induce sparsity when the shape parameter is lower than
one. This is a desirable property in the sense that it implies
that users and items are represented by only a few patterns.
Moreover, it is conjugate with the Poisson distribution,
which proves convenient for variational inference.

PF has been very popular in the last decade because of
its scalability with sparse data. Sparsity is very common
in recommender systems, since subsets of users usually
interact with only subsets of items from a large catalog.
Using the superposition property of the Poisson distribu-
tion, we can augment the model presented in Equation (1)
as follows (Cemgil, 2009; Gopalan et al., 2015):

yui =
∑

k

cuik; cuik ∼ Poisson(wukhik). (2)

The conditional distribution of this new la-
tent variable follows a multinomial distribution:
cui|yui ∼ Mult(yui,φui), where φui is a vector of size
K with entries φuik = wukhik

[WHT ]ui
. The latent variable

cui is central to state-of-the-art PF algorithms. yui = 0
implies that cui = 0K , where 0K is a vector of size K
full of zeros. As such, the latent variable cui only needs
to be estimated for the non-zero values of Y, which
ensures scalability provided the data is sparse.

One limitation of the Poisson distribution is that its vari-
ance is equal to its mean: var(yui) = 〈yui〉. This makes

1We use the following convention for the gamma distribu-
tion: G(x;α, β) = xα−1e−βxβαΓ(α)−1 where α is the shape
parameter and β is the rate parameter.



it ill-suited for over-dispersed data. Moreover, when work-
ing with raw data, it appears that PF does not correctly
weigh the observations and is too sensitive to large values.
The Poisson distribution, parametrized by only one pa-
rameter, thus appears too restrictive to model both sparse
and heavy-tailed data. To circumvent these issues, data bi-
narization is often used as pre-processing (Gopalan et al.,
2015; Liang et al., 2016), with the loss of information
it induces. The goal of dcPF studied in this paper is to
preserve the data while accounting for sparsity and over-
dispersion in the model. When necessary, we denote by
Yb the corresponding binary version of the observations,
where ybui = 1[yui > 0].

Exponential dispersion model. A central element of
cP models is the distribution used to model the self-
excitation. In this paper, we will assume that it belongs
to the well-studied EDM family (Jørgensen, 1986, 1987).
It is a convenient choice when dealing with cP models
(Yılmaz and Cemgil, 2012; Simsekli et al., 2013; Basbug
and Engelhardt, 2016), as explained next. Most discrete
random variables can be written in the form of a discrete
EDM, denoted by x ∼ ED(θ, κ), and defined by

p(x; θ, κ) = exp(xθ − κψ(θ))h(x, κ), x ∈ Sκ, (3)

where θ ∈ Θ ⊂ R is called the natural parameter,
κ > 0 is called the dispersion parameter, ψ(θ) is the
log-partition function, h(x, κ) is the base measure and Sκ
is the support of the distribution, which depends of κ. The
mean of x is given by 〈x〉 = κψ′(θ) and its variance by
var(x) = κψ′′(θ). One of the most interesting properties
of EDM is the property of additivity. If xl ∼ ED(θ, κ)
and y =

∑n
l=1 xl with n ∈ N, then y ∼ ED(θ, nκ). By

convention, we assume that ED(θ, 0) is a Dirac distribu-
tion in 0.

3 BAYESIAN DISCRETE COMPOUND
POISSON FACTORIZATION

3.1 MODEL DESCRIPTION

We consider the framework proposed by (Basbug and En-
gelhardt, 2016). The generative model of the observations
Y is given by

wuk ∼ G(αW , βWu ), hik ∼ G(αH , βHi ), (4)

nui ∼ Poisson
(
[WHT ]ui

)
, (5)

xl,ui ∼ ED(θ, κ), ∀l ∈ {1, . . . , nui}, (6)

yui =

nui∑

l=1

xl,ui. (7)

We here specifically assume that xl,ui is a discrete ran-
dom variable with support equal to N∗ = N \ {0}. The

rate parameters of the gamma priors are treated as deter-
ministic parameters estimated by maximum likelihood
(ML). βW ∈ RU+ expresses the activity level of the users
and βH ∈ RI+ expresses the popularity of the items. A
Bayesian treatment of these parameters is also possible
and is considered in (Gopalan et al., 2015). Using the
additivity property of EDM, we can easily marginalize
the latent variables xl,ui, leading to: yui ∼ ED(θ, nuiκ).
Compared to PF, this additional stage in the generative
process allows for a flexible description of the observa-
tions. There are two additional parameters {θ, κ} which
control the variance and tail of the distribution.

Interpretation. In this paragraph, we will suppose that
a user/item pair is fixed. For conciseness, we will omit
the corresponding indices ui. dcPF introduces new la-
tent variables n and {xl}l for l ∈ {1, . . . , n}. The latent
variable n represents the number of listening sessions the
user has had for the song. During each session, indexed
by l, the user listened to the song a number of times xl
which is greater or equal to one. The latent variable xl
models the self-excitation induced by a listening interac-
tion. This concept has been used in (Zhou, 2018; Hosseini
et al., 2018). Thus, a user can listen to a song, not merely
because he/she likes it, but because of a previous listen-
ing/excitation. For example, a user can have a summer
crush for a song and may listen to it on repeat. The first
listening reflects the interest of the user for this song,
whereas the following listenings are the consequence of
the first one and reflect a short-term behavior. Therefore
these listening counts can be grouped in a few listening
sessions that will be more able to represent long-term
preferences. Finally, the observed variable y is just the ag-
gregation of all the listening counts from all the sessions.
The variable n can be viewed as a way to partition the
observation y in a smaller number of sessions. This num-
ber n better reflects the preferences of the user, since it is
deprived of the notion of self-excitation which artificially
inflates the number of listening counts. In the following,
we will denote by N ∈ NU×I the exposition matrix with
entries [N]ui = nui.

Joint log-likelihood. The joint log-likelihood of the ob-
servations Y and of the latent variables N, W and H can
be written as follows:

log p(Y,N,W,H) = log p(Y|N; θ, κ)︸ ︷︷ ︸
Mapping

(8)

+ log p(N|[WHT ])︸ ︷︷ ︸
PF structure

+ log p(W,H)︸ ︷︷ ︸
Regularization

.

We can decompose this log-likelihood into three terms:
a probabilistic mapping term corresponding to the com-
pound structure of the observations, a term corresponding



to the PF structure on the latent variable N and a regu-
larization term induced by the gamma priors. Contrary
to PF, the factorization is placed on the latent variable
N instead of the data itself, allowing for more flexibility.
Going back to our interpretation, this latent variable is
more likely to inform on user preference than Y. The
mapping term can be viewed as a distortion of the true ob-
servations, making them “more factorizable” than the raw
observations. Therefore, this additional term allows to
avoid strong pre-processing stages (such as binarization),
letting the data choose their “own distortion”.

Scalability and tractability. By imposing that users
will listen to a song at least one time during each session,
i.e., xl,ui ∈ N∗, two important properties can be deduced.

First, we have the following equivalence: yui = 0 ⇔
nui = 0. In other words, the observed listening count
is equal to zero if and only if the number of listening
sessions is equal to zero. Therefore, the latent variable N
is partially known and has the same zeros as Y. Thanks
to this, we preserve the scalability property of PF (cf
Section 2). Moreover, we have that:

P(yui = 0) = P(nui = 0) = e−[WHT ]ui . (9)

The latent variables W and H control the sparsity of the
matrix Y, while the element distribution and its parame-
ters {θ, κ} only focus on the representation of non-zero
values.

The second interesting property is that nui ≤ yui. There-
fore, given an observation yui, we know that nui can only
take a finite number of values, bounded by yui (in partic-
ular, yui = 1⇒ nui = 1). This provides efficient means
of calculation for the latent variable N during inference.

3.2 EXAMPLES OF ELEMENT
DISTRIBUTIONS

Distributions based on Stirling numbers. In this para-
graph we focus on three particular distributions: the
logarithmic distribution (Quenouille, 1949), denoted by
xl ∼ Log(p); the zero-truncated Poisson (ZTP) distribu-
tion, denoted by xl ∼ ZTP (p); the (shifted) geometric
distribution, denoted by xl ∼ Geo(1− p).2 Examples of
probabilistic mass functions (p.m.f.) of the four consid-
ered element distributions are displayed on Figure 1.

These three distributions can be written in the form of
a discrete EDM with dispersion parameter κ = 1 and
support N∗. Their base measure is given by h(xl, κ) =
xl!
κ! Stj(xl, κ), where Stj(xl, κ) is the unsigned Stirling

number of one of the three kinds (j ∈ {1, 2, 3}), see
2We use the following convention for the (shifted) geometric

distribution: Geo(x; p) = (1− p)x−1p, with x ∈ N∗.
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Figure 1: On the left, the p.m.f. of the four element
distributions presented in Section 3.2. On the right, the
p.m.f. of the marginalized distribution of the observations,
using the same four element distributions. The values of
the natural and dispersion parameters are those presented
in Table 3. The p.m.f. marked with a ∗ are not available
in closed form and are represented through a histogram
of simulated values.

Table 1. See (Johnson et al., 2005) for more details. It is
of particular interest when analyzing the distribution of
y|n. This conditional distribution is also a discrete EDM
with: h(y, κn) = y!

n!Stj(y, n).

The Stirling numbers of the three kinds are three different
ways to partition y elements into n groups (Riordan, 2012)
(graphical illustrations are given in the supplementary
material):

• The Stirling number of the first kind corresponds to the
number of ways of partitioning y elements into n disjoints
cycles. It can be obtained thanks to a recurrence formula:
St1(y + 1, n) = y St1(y, n) + St1(y, n− 1).

• The Stirling number of the second kind corresponds
to the number of ways of partitioning y elements into n
non-empty subsets. It can be calculated in closed form:
St2(y, n) = 1

n!

∑n
j=0(−1)n−j

(
n
j

)
jy. When y is too

large, its exact computation can suffer from numerical
issues, though reasonable and stable approximations are
available (Bleick and Wang, 1974).

• The Stirling number of the third kind (also known as
Lah number) corresponds to the number of ways of par-
titioning y elements into n non-empty ordered subsets.
It is given by: St3(y, n) =

(
y−1
n−1

)
y!
n! . Its definition is

particularly well adapted if we assume that the grouping
results from temporal phenomena.

Shifted negative binomial. The dispersion parame-
ter for the three distributions presented in the previ-
ous examples is fixed and equal to one. We now in-
troduce a new distribution, referred to as shifted NB
distribution which is parametrized by two parameters:
xl − 1 ∼ NB(a, p), whose shape parameter a con-
trols the long tail of the distribution, and p ∈ (0, 1) is
the probability parameter. The shifted NB is a shifted



Table 1: Examples of four discrete element distributions. Notation: R∗− = (−∞; 0).

Distribution θ Θ θraw θbin κ ψ(θ) h(x, κ)

xl ∼ Log(p) log(p) R∗
− −∞ 0 1 log(− log(1− eθ)) x!

κ!
St1(x, κ)

xl ∼ ZTP(p) log(p) R −∞ +∞ 1 log(ee
θ − 1) x!

κ!
St2(x, κ)

xl ∼ Geo(1− p) log(p) R∗
− −∞ 0 1 log( eθ

1−eθ ) x!
κ!
St3(x, κ)

xl − 1 ∼ NB(a, p) log(p) R∗
− −∞ 0 (1, a)T (θ,− log(1− eθ))T Γ(x−κ1+κ2)

Γ(x−κ1+1)Γ(κ2)

EDM, which does not exactly fall into the EDM fam-
ily. However, the conditional distribution y|n can still be
written as: p(y|n; θ, κ) = exp(yθ − nκTψ(θ))h(y, nκ),
where y ∈ {n, . . . ,+∞}, κ = (κ1, κ2)T = (1, a)T and
ψ(θ) = (θ,− log(1 − eθ))T . Note that κ and ψ(θ) are
now vectors of dimension 2. Parameter κ1 controls the
shifting operation, and is fixed to one to ensure that the
support of xl is N∗. Shifted NB encompasses two particu-
lar cases: the classical NB distribution (κ1 = 0), and the
geometric distribution (κ1 = κ2 = 1).

For each distribution, the resulting marginalized distri-
bution of y is displayed on Figure 1 and is compared to
the Poisson distribution (which is a cP distribution with a
Dirac as element distribution). We can see on this figure
that all marginalized distributions have the same mass in
0 (see Section 3.1) but are different otherwise.

3.3 A TRADE-OFF BETWEEN RAW AND
BINARIZED DATA

In this section, we show that dcPF generalizes PF in the
sense that it includes PF applied to raw and binarized
data as limit cases. For a given dispersion parameter κ,
the natural parameter θ controls the level of information
contained in the observations Y:

•When θ tends to a limit θraw, dcPF becomes equivalent
to PF (with original raw data).

•When θ tends to a limit θbin, the posterior inference of
dcPF becomes equivalent to the posterior inference of PF
applied to the binarized data. In other words, perform-
ing dcPF (with original raw data) becomes equivalent to
performing PF on binarized data. Note that the marginal
distribution of the observations and the distribution of y|n
are both improper distributions, but the posterior distribu-
tion is still well-defined (Robert, 2007).

• Between θraw and θbin, θ controls the degree of implicit
distortion of the observations.

Our results are formalized in the two following proposi-
tions. The proofs are left to the supplementary material.

Proposition 1. If there exists θraw such that
limθ→θraw κTψ(θ) = −∞, then the posterior of

dcPF tends to the posterior of PF as θ goes to θraw.

Proposition 2. If there exists θbin such that
limθ→θbin κTψ(θ) = +∞, then the poste-
rior of dcPF tends to the posterior of PF ap-
plied to binarized data as θ goes to θbin, i.e.:
limθ→θbin p(W,H|Y) = p(W,H|N = Yb).

The four distributions described in Section 3.2 respect the
assumptions of both propositions. The limit cases of the
natural parameter θ are given in Table 1.

It is of particular interest to learn the natural parameter
θ since its choice characterizes the data. If θ is close to
θraw, the observations do not need to be distorted and PF
on raw data is effective. If θ is close to θbin, the non-zero
observations of Y are non-informative and binarization
is welcome. In between these extremes, dcPF takes full
power and acts as an implicit distortion. Thus, the value
of θ gives an indication on the gain brought by dcPF as
compared to PF.

4 RELATED WORKS

Negative binomial factorization. An extension of the
Poisson distribution known to model over-dispersion is
the NB distribution. The NB distribution depends on two
parameters: a shape parameter and a probability parame-
ter p. In (Zhou, 2018), the author introduces NB matrix
factorization, in which he posits that the shape parameter
is low-rank, i.e.: yui ∼ NB([WHT ]ui, p). To preserve
scalability of the proposed Gibbs algorithm, the author
uses the cP representation of the NB (Quenouille, 1949;
Fisher et al., 1943): nui ∼ Poisson(−[WHT ]ui log(1−
p)) and yui ∼ SumLog(nui, p) where SumLog(n, p) is
the sum of n identical and independent logarithmic dis-
tributions. In this case, the conditional distribution of
the nui is also known: nui|yui ∼ CRT (yui, [WHT ]ui),
where CRT is the number of opened tables in a Chinese
restaurant process (CRP). An important difference with
our framework is that the parameter p there controls both
the sparsity of Y and the distribution of the non-zero val-
ues. This introduces a coupling between the factorization
WHT and the parameter p which leads to a more difficult
interpretation in the context of recommendation.



Compound Poisson models. In (Basbug and Engel-
hardt, 2016), the authors introduce cPF which is well-
adapted for continuous or discrete sparse data. For dis-
crete data, the authors present four different distributions
but only one (the ZTP distribution) with support N∗. Note
that, if P(xl,ui = 0) > 0 then the latent variable N is
completely unknown and the scalability property does not
hold anymore (unless the hypothesis yui = 0⇒ nui = 0
is arbitrarily imposed during the inference). In terms
of inference, (Basbug and Engelhardt, 2016) describe a
stochastic variational inference algorithm that is shown to
perform well in terms of log-likelihood computed from
held-out data. We will instead evaluate the performance
of dcPF with recommendation metrics.

In (Yılmaz and Cemgil, 2012; Simsekli et al., 2013), a
cP structure with a gamma element distribution is used
to represent the Tweedie distribution. The Tweedie dis-
tribution is the distribution induced by the β-divergence
with β ∈ (01) (Févotte and Idier, 2011). One impor-
tance difference with our setting, besides the fact that
the Tweedie distribution is continuous, is that the au-
thors impose that the model is mean-parametrized, i.e.,
〈yui〉 = [WHT ]ui. This is not the case with cPF since
by construction: 〈yui〉 ≥ 〈nui〉 = [WHT ]ui.

Weighted MF. In (Hu et al., 2008), the authors develop
a framework for implicit feedbacks. Implicit data are in-
herently noisy and may not reflect a direct preference of a
user for an item, but rather a confidence in the interaction.
In this context, implicit feedbacks can be transformed
and incorporated as weights in the cost function which is
defined as:

C(W,H) =
∑

ui

ωui‖ybui − [WHT ]ui‖22 + µR(W,H),

where ωui = f(yui) is the confidence that can be brought
in the binary observation ybui, f is a fixed mapping func-
tion, R(W,H) is a regularization term and µ is an hyper-
parameter. Here, the mapping function f between the raw
data and the confidence is deterministic. Note that some
other works focused on introducing probabilistic weights
in the data fitting term (Liang et al., 2016; Wang et al.,
2018) but these weights are learned regardless of the raw
data. As discussed previously, dcPF encompasses the raw
observations via an additional probabilistic mapping term.
This term can also be viewed as a probabilistic confidence
term, combining the two latter approaches. Indeed, large
listening counts yui will often lead to a large number of
sessions nui, exhibiting a strong confidence in this obser-
vation. Nevertheless, this mapping is not deterministic
and as such more flexible and robust.

5 VARIATIONAL BAYES
EXPECTATION-MAXIMIZATION

In this section, we develop a variational Bayes
expectation-maximization (VBEM) algorithm. We denote
by Z = {N,C,W,H} the set of latent variables and by
Φ = Φ1∪Φ2 the set of parameters, with Φ1 = {θ, κ} and
Φ2 = {αW ,βW , αH ,βH}. The aim of this algorithm is
to estimate both the posterior p(Z|Y; Φ) and the parame-
ters Φ.

5.1 VARIATIONAL INFERENCE

Bayesian inference revolves around the characterization
of the posterior distribution p(Z|Y; Φ). Unfortunately,
this posterior is intractable in our case. Variational infer-
ence (VI) (Jordan et al., 1999; Blei et al., 2017) consists in
approximating this intractable posterior by a simpler dis-
tribution q parametrized by its own parameters Φ̃, called
variational parameters. Thus, the aim of VI is to mini-
mize the Kullback-Leibler divergence between the true
and approximate distributions with respect to (w.r.t.) the
variational parameters. In practice, it is simpler to maxi-
mize the so-called expected lower bound (ELBO), which
is an equivalent problem. A common choice is to assume
q to be factorizable (mean-field approximation):

q(Z) =
∏

ui

q(nui, cui)
∏

uk

q(wuk)
∏

ik

q(hik). (10)

Though not explicitly shown for conciseness, the varia-
tional distribution of each parameter is governed by its
own set of parameters (over which optimization takes
place). Note that we choose the latent variables nui
and cui to remain coupled. We can further decom-
pose the variational distribution of these variables as:
q(nui, cui) = q(cui|nui)q(nui).

The ELBO can be calculated as follow:

L(q,Φ) =〈log p(Y|N; Φ1)〉q + 〈log p(N,C|W,H)〉q
+ 〈log p(W,H; Φ2)〉q +H(q), (11)

where 〈x〉q is the expectation of the variable x w.r.t. the
variational distribution q and H(q) is the entropy of the
distribution q.

Coordinate ascent VI. We use a coordinate ascent
for VI (CAVI) algorithm to maximize the ELBO. The
CAVI algorithm consists of sequentially optimizing each
of the variational parameters while keeping the oth-
ers fixed. It can be shown that mean-field variational
inference naturally leads to the following choice of
variational distributions (Bishop, 2006), parametrized



by Φ̃ = {Λ, α̃W , β̃W , α̃H , β̃H}:

q(wuk) = G(α̃Wuk, β̃
W
uk), q(hik) = G(α̃Hik, β̃

H
ik), (12)

q(cui|nui) = Mult

(
nui,

{
Λuik
Λui

}

k

)
,

q(nui = n) =
1

Zui
(rui)

nh(yui, nκ)

n!
,∀n ∈ {1, . . . , yui},

where Λui =
∑
k Λuik, rui = Λuie

−κψ(θ) and Zui =∑yui
n=1(rui)

n h(yui,nκ)
n! is a normalization constant.

Update rules. CAVI leads to the following set of itera-
tive update rules:

Λuik ← exp (〈logwuk〉q + 〈log hik〉q) ; (13)

α̃Wuk ← αW +
∑

i

〈nui〉q
Λuik
Λui

; β̃Wuk ← βWu +
∑

i

〈hik〉q

α̃Hik ← αH +
∑

u

〈nui〉q
Λuik
Λui

; β̃Hik ← βHi +
∑

u

〈wuk〉q.

When x ∼ G(α, β), 〈x〉 = α
β and 〈log x〉 = Ψ(α)−log β,

where Ψ is the digamma function. The statistic 〈nui〉q
is available in closed form3 thanks to the properties of
Section 3.1. If yui = 0 then 〈nui〉q = 0, otherwise
〈nui〉q =

∑yui
n=1 n q(nui = n).

As expected, we recover, as limit cases, the al-
gorithms for PF (Gopalan et al., 2015) applied to
raw data if 〈nui〉q = yui and to binarized data if
〈nui〉q = 1[yui > 0]. The algorithm is stopped when the
relative increment of the ELBO gets lower than a value τ .

5.2 PARAMETERS ESTIMATION

Activity and popularity parameters. Optimizing the
ELBO w.r.t. the parameters Φ2 is equivalent to solving
the sub-problem: argmaxΦ2

〈log p(W,H; Φ2)〉q . In this
article, we suppose that the shape parameters {αW , αH}
are known and we want to optimize only the rate pa-
rameters {βW ,βH}. The interested reader is referred to
(Cemgil, 2009) and (Zhou and Carin, 2015) for the details
of ML and Bayesian estimation of the shape parameter of
a gamma distribution. ML leads to the following updates
for both activity and popularity parameters:

βWu ←
∑
k〈wuk〉q
KαW

; βHi ←
∑
k〈hik〉q
KαH

. (14)

Natural parameter. Optimizing the ELBO w.r.t. the
natural parameter θ is equivalent to maximizing:

3When choosing the logarithmic distribution as the element
distribution we have: 〈nui〉q = rui

(
Ψ(yui + rui)−Ψ(rui)

)
(Zhou, 2018).

〈log p(Y|N; Φ1)〉q =
∑
ui (yuiθ − 〈nui〉qκψ(θ)) + cst,

where cst is a constant w.r.t. the natural parameter θ. It
leads to the following equation:

∑

ui

yui −
∑

ui

〈nui〉qκψ′(θ) = 0. (15)

In the case of the shifted NB distribution, ψ(θ) ∈ R2 and
ψ′ corresponds to its gradient. The solution of this equa-
tion in known in closed form for geometric and shifted
NB distributions. We implement a Newton-Raphson algo-
rithm to solve it for logarithmic and ZTP distributions.

Dispersion parameter for shifted NB. When choos-
ing the shifted NB as the element distribution, we have:

yui − nui ∼ NB(κ2nui, e
θ). (16)

Optimizing the ELBO w.r.t. the parameter κ2 which con-
trols the long-tail of the NB distribution is not straight-
forward. The main issue is that it involves a term of the
form 〈h(yui, nuiκ)〉q that is computationally expensive
to optimize. Therefore, we augment the model like in
(Zhou, 2018), with a latent variable: mui|yui, nui ∼
CRT (yui − nui, nuiκ2) (if yui = 0 then mui = 0).
In this augmented model, the optimization of κ2 is
equivalent to finding the ML estimator of mui|nui ∼
Poisson(nuiκ2(− log(1− eθ)). This leads to the follow-
ing update:

κ2 ←
1

− log(1− eθ)

∑
ui〈mui〉q∑
ui〈nui〉q

, (17)

where 〈mui〉q =
∑yui
n=1 nκ2

(
Ψ(yui − n + nκ2) −

Ψ(nκ2)
)
q(nui = n).

6 EXPERIMENTAL RESULTS

Datasets. We consider the following datasets, whose
structure is summarized in Table 2.

• The Taste Profile dataset (Bertin-Mahieux et al., 2011)
provided by The Echo Nest contains the listening history
of users. The data collected are the number of time the
users listened to songs. We pre-process a subset of the
data as in (Liang et al., 2016), keeping only users and
songs that have more than 20 interactions. The histogram
of the listening counts is displayed on Figure 2.

• The Last.fm dataset (Celma, 2010) contains the listening
history of users with additional timestamps information.
We select play counts of the year 2008 and apply the same
pre-processing as with the Taste Profile dataset.

• The NIPS dataset (Perrone et al., 2016) contains bag-
of-words representations of conference papers published



Table 2: Datasets structure after pre-processing.

Taste Profile NIPS Last.fm

# rows 16, 301 5, 811 781
# columns 12, 118 11, 463 11, 172
# non-zeros 1, 176, 086 4, 033, 830 402, 058
% non-zeros 0.60% 6.06% 4.61%

in the NIPS conference from 1987 to 2015. We make
an analogy between “users who listened to songs” and
“documents written with words”. The goal here is to
recommend unused words to the author of a paper.

Experimental setup. Each dataset is split into a train
set Ytrain containing 80% of the non-zero of the original
dataset and a test set Ytest containing the remaining 20%
(these values being set to 0 in the train set). All the
compared algorithms are trained with the train set and
provide a recommendation list for each user. These lists
are evaluated with the test set.

For each user, we recommend an ordered list of m songs
he/she never listened to, based on Ytrain. The songs in
this list are sorted w.r.t. the prediction score defined by:
sui =

∑K
k=1〈wuk〉q〈hik〉q. Note that, in dcPF, the ex-

pected number of listening sessions is equal to [WHT ]ui,
expressing long-term preference (see Section 3.1).

The quality of the proposed list is measured by the normal-
ized discounted cumulative gain (NDCG) score. NDCG
is a metric often used in information retrieval to evaluate
lists of ranked items. It is calculated as follows:

DCGu =
m∑

i=1

rel(u, i)

log2(i+ 1)
, NDCGu =

DCGu

IDCGu
,

where DCGu is the discounted cumulative gain and
rel(u, i) is the relevance to the ground-truth of the ith
item of the proposed list. IDCGu is the ideal DCG,
i.e., the best DCG score that can be obtained. There-
fore NDCGu ∈ [0, 1] with NDCGu = 1 corresponding
to the perfect recommended list. For the relevance to the
ground-truth, we propose to account for the values in the
test set above a fixed threshold: rel(u, i) = 1[ytest

ui > s].
As mentioned in (Hu et al., 2008), small listening counts
reflect a preference with little confidence. For example,
a user can listen to a song by pure curiosity. Therefore,
this threshold leads to a more robust NDCG metric. We
denote by NDCGs the NDCG with the threshold s. If
s = 0, we recover the classic NDCG0 metric for binary
data. Otherwise, for s ≥ 1, NDCGs only considers the
songs which have been listened to at least s times and
ignores the others. Other metrics such as precision and
recall lead to similar conclusions than NDCG0 and will
not be displayed in the following.

Compared methods. For the three datasets, we com-
pare dcPF with its limit cases: PF performed on raw
(PFraw) or on binarized data (PFbin). PF is known
to achieve good performance in recommendation tasks
(Gopalan et al., 2015). For the Taste Profile dataset,
we considered the hyper-parameters αW = αH among
{0.1, 0.3, 1} and K among {50, 100, 200}, and selected
the values αW = αH = 0.3 and K = 100 which gave
the best NDCG0 for PFbin. For the NIPS and Last.fm
datasets, which are smaller than the Taste Profile dataset,
we only considered αW = αH = 0.3 and K = 50. The
stopping criterion of the algorithms is set to τ = 10−5.
Evaluation is done using a ranked list of m = 100 items.
For all the experiments, algorithms are run five times from
random initializations.4

Prediction results. We start by discussing results with
the Taste Profile dataset, reported in Table 3. A general
observation is that dcPF gives better results than the two
baselines PFraw and PFbin for all four metrics and every
element distribution, with the exception of ZTP in the case
of NDCG0. PFbin returns better scores than PFraw up to
s = 5. This confirms the usefulness of the binarization
stage when using PF, but only up to a certain threshold s
(this is because PFbin does not fully exploit the non-zero
values in the original raw data). The performance gap
between dcPF and PFbin increases with the threshold s.
On the two other datasets (NIPS and Last.fm), Table 4
shows that dcPF outperforms the baseline methods for all
element distributions. Note that for the NIPS dataset, a
somehow different context from song recommendation,
PFraw is effective and performs better than PFbin as soon
as the threshold s is larger than one. From both Tables 3
and 4 we conclude that the proposed shifted NB element
distribution is a good compromise overall.

Natural parameter estimation. As explained in Sec-
tion 3.3, estimation of the natural parameter tells us about
the level of scale information exploited by dcPF. Table 3
shows that dcPF indeed offers a valuable trade-off be-
tween PFraw and PFbin, because the estimated parameter
θ lies in between the two limit cases θraw and θbin. To
assess the quality of the estimation procedures for θ in
Log, ZTP and Geo described in Section 3.3 (plainly re-
ferred as VBEM), Table 3 also displays evaluation met-
rics obtained with a grid-search. More precisely, we use
θ = log p which maximizes NDCG5 from a set of pre-
specified values. For Log and Geo, p is searched between
0 and 1 with a step of 0.1. For ZTP, p is searched in
{0, 0.1, 0.5, 1, 2, 10, 100,+∞}. It appears that VBEM
slightly over-estimates the optimal value (in terms of

4Algorithms and experiments are available on github:
https://github.com/Oligou/dcPF.



Table 3: Recommendation performance of dcPF and PF using the Taste Profile dataset. Italic: scores of dcPF when
using a grid-search for θ, see text for details. Bold: two best NDCG scores (grid-search excluded).

Model Est. p = eθ κ NDCG0 NDCG1 NDCG2 NDCG5

Log VBEM 0.803 1 0.200 (±3.0 10−3) 0.182 (±2.3 10−3) 0.166 (±2.0 10−3) 0.147 (±1.5 10−3)

Grid 0 .3 1 0 .200 (±4 .1 10−3 ) 0 .186 (±3 .9 10−3 ) 0 .173 (±3 .7 10−3 ) 0 .158 (±3 .7 10−3 )

ZTP VBEM 1.950 1 0.192 (±4.1 10−3) 0.178 (±3.7 10−3) 0.167 (±3.6 10−3) 0.156 (±3.8 10−3)

Grid 1 1 0 .190 (±3 .5 10−3 ) 0 .178 (±3 .0 10−3 ) 0 .168 (±3 .1 10−3 ) 0 .158 (±3 .3 10−3 )

Geo VBEM 0.600 1 0.199 (±2.3 10−3) 0.182 (±1.8 10−3) 0.167 (±1.8 10−3) 0.150 (±1.2 10−3)

Grid 0 .3 1 0 .199 (±4 .9 10−3 ) 0 .185 (±4 .6 10−3 ) 0 .172 (±4 .2 10−3 ) 0 .159 (±4 .0 10−3 )

Sh. NB VBEM 0.873 (1, 0.2)T 0.201 (±3.1 10−3) 0.183 (±2.5 10−3) 0.166 (±2.2 10−3) 0.147 (±1.5 10−3)

PFraw . . . 0.156 (±3.0 10−3) 0.155 (±3.3 10−3) 0.150 (±3.5 10−3) 0.144 (±5.3 10−3)

PFbin . . . 0.197 (±2.1 10−3) 0.177 (±1.5 10−3) 0.160 (±1.5 10−3) 0.140 (±1.3 10−3)

Table 4: Performance with NIPS and Last.fm datasets.

NIPS Last.fm
Model NDCG0 NDCG1 NDCG0 NDCG1
Log 0.394 0.430 0.142 0.129
ZTP 0.381 0.422 0.122 0.113
Geo 0.390 0.429 0.139 0.128
Sh. NB 0.396 0.431 0.143 0.130
PFraw 0.358 0.405 0.091 0.088
PFbin 0.378 0.392 0.122 0.108
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Figure 2: PPC of the distribution of the non-zero values
in the Taste Profile dataset. The blue points (Truth) repre-
sents the histogram of the non-zero values in the train set.
The colored curves represent the simulated histograms ob-
tained from the different inferred dcPF or PF models. The
percentages of non-zero values are written in parentheses.

NDCG5) of the natural parameter, but remains a very
robust procedure.

Posterior predictive check (PPC). We provide a PPC
of the distribution of the listening counts in the Taste Pro-
file dataset (see Figure 2). A PPC consists in simulating a
new dataset YPPC from the fitted model (for dcPF, we sim-
ulate from the generative process described in Section 3.1
with latent variables W, H and parameters inferred in
Section 6). Then, we compare the histogram of the values
of Ytrain and YPPC. The PPC of the two limit cases is
very instructive. PFraw tries to fit the long tail of the data,
but, by doing so, destroys the representation of the zero
values (1.02% of non-zero values versus 0.48% in the real

dataset). It can explain the disappointing performances
of PFraw for NDCG0. On the contrary, PFbin better fits
the sparsity of the data but is not able to describe large
counts. In both cases, PF struggles to properly weigh the
influence of large counts compared to low counts. Com-
paratively, dcPF proposes a smoother weighting between
large and low values. dcPF respects both the sparsity
and the long tail of the data for the four element distri-
butions. ZTP seems to over-estimate the influence of
medium counts (from 1 to 5), whereas shifted NB has the
best fit to the histogram. We observe that regardless of
the model, explaining the large values (> 100) remains
difficult, however we may consider that after a certain
threshold the counts do not contain useful information.

7 CONCLUSION

In this paper, we described new contributions to cPF for
discrete data. As compared to PF, we showed that dcPF
offers more flexibility to model long-tailed data. Infer-
ence remains scalable thanks to modeling of the non-zero
values only. Numerical experiments confirmed that our
adaptive VBEM algorithm efficiently exploits raw data,
leading to better recommendation scores when compared
to the two limit cases (PF on raw and binarized data).
Among the four element distributions presented and ex-
perimented in this work, the proposed shifted NB prove
particularly efficient thanks to its additional parameter,
and often led to the best recommendation scores.

Based on this work, a number of exciting perspectives
can be considered, such as investigating more complex
element distributions to better fit the extreme observations
or to address other forms of data. For instance, it would
be of great interest to adapt the model for bounded data
such as ratings, which are widespread in CF but cannot
be processed with dcPF in its current form.
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