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Abstrak 

Ujian dalam bentuk soal esai dianggap lebih baik dalam mengukur pemahaman dari pada soal 

berbentuk pilihan. Namun, jawaban esai memerlukan waktu dan tenaga lebih banyak untuk 

dievaluasi dan sering terjadi inkonsistensi. Maka dari itu, diperlukan suatu sistem penilaian esai 

otomatis yang dapat membantu evaluator dalam memberikan nilai dengan lebih cepat dan lebih 

konsisten. Penelitian ini bertujuan untuk mengevaluasi performa model penilaian esai otomatis 

dimana teks esai jawaban uji dan kunci jawaban dibandingkan secara semantik untuk mengetahui 

seberapa besar persamaan antara teks jawaban uji dan kunci jawaban. Semantik dari teks esai 

diperoleh dengan melakukan word embeddings dengan memanfaatkan model bahasa pretrained 

Siamese-BERT (SBERT) yang mentransformasi teks esai menjadi vektor sepanjang 512. Proses 

penilaian esai otomatis ini dimulai dengan praproses pada teks dengan menerapkan case folding, 

berikutnya word embeddings pada teks yang telah di praproses dengan SBERT. Vektor numerik 

dari kunci jawaban dan jawaban uji hasil word embeddings kemudian dibandingkan dengan 

Cosine Similarity untuk mendapatkan similaritas semantik sekaligus nilai esai yang merupakan 

output model. Evaluasi model penilaian esai otomatis ini dilakukan dengan membandingkan nilai 

dari model dengan nilai dari evaluator manusia. Pengukuran yang dipakai untuk mengukur 

performa penilaian esai otomatis ini adalah adalah dengan menghitung Mean Absolute Error 

(MAE) dan Pearson Correlation, dimana hasil penelitian ini menunjukan nilai rata-rata MAE 

sebesar 0.26 dan rata-rata korelasi sebesar 0.78. 

Kata kunci: Penilaian Esai Otomatis, SBERT, Semantik, Esai. 

 

Abstract 

Essay questions are considered better in measuring students' understanding than multiple choice 

questions. However, essay answers require more time and effort to evaluate and there are often 

inconsistencies. Therefore, we need an automated essay scoring system that can assist evaluators 

in providing grades faster and more consistently. This study aims to evaluate the performance of 

the automatic essay scoring model where the students’ answer essay and evaluator answer key 

are compared semantically to find out how similar is between the students’ answer and 

evaluator’s answer key. The semantics of the essay text are obtained by word embeddings using 

the Siamese-BERT (SBERT) pretrained language model which transforms the essay text into a 

512-length vector. This automatic essay scoring process begins with preprocessing the text by 

applying case folding, then word embeddings on the text that has been preprocessed with SBERT. 

The numerical vectors of the answer keys and the test answers of the word embeddings are then 

compared with Cosine Similarity to obtain the semantic similarity as well as the essay skor which 

is the output of the model. The evaluation of this automatic essay scoring model is done by 

comparing model skor output with human evaluator skor. The metrics used to measure the 

performance of this automatic essay scoring is to calculate the Mean Absolute Error (MAE) and 

Pearson Correlation, where the results of this study show an average MAE value of 0.26 and an 

average correlation of 0.78. 

 

Keywords: Automatic Essay Scoring, SBERT, Semantic, Essay. 
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1. PENDAHULUAN 

 

Soal ujian pada umumnya dapat berbentuk pilihan seperti pilihan ganda, benar salah, dan 

mencocokkan dimana penjawab memilih jawaban yang paling tepat dari pilihan yang ada. Selain 

berbentuk pilihan, terdapat juga soal ujian berbentuk esai dimana penjawab harus menuliskan 

sendiri jawabannya. Soal pilihan jauh lebih mudah dinilai secara objektif dari pada soal esai. 

Namun, soal pilihan sulit digunakan untuk mengukur tingkat pemahaman yang memerlukan 

penjelasan [1].  

Soal ujian berbentuk esai dianggap lebih tepat dipakai untuk mengukur tingkat 

pemahaman dan pengetahuan, tapi lebih sulit dinilai karena harus dilakukan secara manual. Oleh 

karena itu, jawaban ujian esai memerlukan waktu yang lebih lama untuk dinilai daripada jawaban 

soal pilihan. Soal esai biasanya memiliki kunci jawaban atau rubrik penilaian yang digunakan 

sebagai standar acuan memberikan nilai. Namun, seringkali terjadi perbedaan atau inkonsistensi 

dalam memberikan nilai terhadap suatu jawaban karena penilaian manusia bersifat subjektif [2], 

[3]. Karena proses penilaian manusia membutuhkan banyak waktu, tenaga, dan tidak selalu 

objektif, maka diperlukan sistem penilaian esai otomatis yang dapat mengurangi biaya, waktu dan 

menentukan skor yang lebih akurat, objektif dan konsisten. 

Banyak sistem penilaian esai otomatis telah dikembangkan, dimana sistem memanfaatkan 

Natural Language Processing (NLP) untuk menganalisis teks secara otomatis dan memberikan 

nilai pada teks esai. Biasanya, model penilaian esai otomatis memanfaatkan berbagai fitur 

linguistik baik berupa teks secara langsung missal dari kata yang terdapat pada teks, maupun fitur 

yang merupakan hasil training dari algoritma Artificial Neural Network (ANN) maupun deep 

learning [4]. Pendekatan deep learning menunjukkan bahwa pendekatan ANN pada sistem 

penilaian esai otomatis telah mencapai hasil yang baik [5], [6] dan menggunakan fitur yang 

dipelajari secara otomatis dari data.  

Model penilaian esai otomatis telah banyak dilakukan seperti dengan Latent Semantic 

Analysis (LSA) seperti pada penelitian [2], [7] dimana teks kunci jawaban dan jawaban uji 

dipetakan kedalam matriks. Penelitian [8] menggunakan Vector Space Model, dimana kata-kata 

dalam teks di bobotkan dengan teknik Term Frequency-Inverse Document Frequency (TF-IDF) 

kemudian nilai diberikan berdasarkan similaritas antara vektor kunci jawaban dengan vektor 

jawaban uji dengan Cosine Similarity. Selain Cosine Similarity, Manhattan distance dan dice 

similarity juga dipakai untuk menghitung similaritas antara teks esai uji dan kunci jawaban [9]. 

[10] memanfaatkan fitur NLP untuk penilaian esai otomatis. Penelitian-penelitian tersebut 

menggunakan fitur yang ada pada teks esai untuk penilaian esai otomatis.  

Selain menggunakan fitur yang ada pada teks esai, penelitian-penelitian yang berdasarkan 

ekstraksi fitur dimana fitur diperoleh dengan belajar dari data, atau disebut dengan fitur 

pretrained. Penelitian [11] memanfaatkan fitur pretrained Word2Vec sebagai word embeddings 

yang mentransformasi teks menjadi numerik. Penelitian [12] menggunakan model bahasa BERT 

yang merupakan hasil pelatihan model deep learning sebagai vektor untuk word embeddings. 

BERT merupakan model bahasa pretrained yang dirilis oleh tim Google AI Language, telah 

mencapai hasil yang sesuai dalam berbagai kasus NLP [13]. BERT telah diterapkan pada penilai 

esai otomatis sejak 2019 [14] dan memberikan akurasi yang baik. [15] Mengembangkan model 

bahasa BERT menjadi Sentence-BERT (SBERT), yakni fitur yang dibangun dengan Siemese 

LSTM. Vektor SBERT memiliki makna semantik dari teks dan telah diterapkan untuk penilaian 

esai berbahasa Inggris.  

Berdasarkan penelitian-penelitian sebelumnya, maka dalam ini kami bertujuan 

mengevaluasi model penilaian esai otomatis dengan fitur yang memanfaatkan model pretrained 

SBERT sebagai ekstraksi fitur atau word embeddings untuk teks esai baik kunci jawaban maupun 

esai jawaban uji dalam Bahasa Indonesia. Kemudian nilai dari esai diperoleh dengan menghitung 

similaritas antara vektor jawaban uji dengan vektor kunci jawaban. Penelitian ini dilakukan 

dengan dataset berbahasa Indonesia pada jawaban dan kunci jawaban ujian mata kuliah Pengantar 

Basis Data. 
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2. METODE PENELITIAN 

 

Gambar 1 menunjukkan metode penelitian yang digunakan dalam penelitian ini. Dataset 

terdiri dari teks jawaban esai uji yang merupakan jawaban, teks kunci jawaban dari soal esai, serta 

nilai yang terdiri dari nilai maksimum soal dan nilai dari jawaban esai yang merupakan hasil 

penilaian dari manusia. Data teks kunci jawaban serta jawaban esai uji di praproses dengan case 

folding serta penghilangan karakter non-alfabet. Teks yang telah dipraproses selanjutnya 

dilakukan word embeddings dengan fitur BERT yakni vektor sepanjang 512. Selanjutnya, fitur 

dari jawabn esai dan kunci jawaban dilihat similaritas vektornya dengan Cosine Similarity untuk 

menghasilkan nilai. Evaluasi dilakukan dengan membandingkan nilai hasil similaritas dengan 

nilai jawaban esai. Jika nilai similaritas semakin mendekati nilai jawaban, maka semakin baik 

performa dari penilaian esai otomatis.  

Dataset Esai

Praproses

Word Embeddings

(BERT)

Penilaian

Nilai Jawaban Esai Uji Jawaban Esai Uji Kunci Jawaban Esai

Normalisasi

Fitur Kunci Jawaban EsaiJawaban Esai Uji

Evaluasi

 
 

Gambar 1. Metode Penelitian 

2.1. Dataset 

Dataset diperoleh dari mata kuliah Pengantar Basis Data yang terdiri dari 4 soal esai 

pendek dikerjakan oleh 36 mahasiswa. Sehingga, total terdapat 144 jawaban esai uji dan nilai uji. 

Setiap soal memiliki kunci jawaban serta nilai maksimum jika jawaban benar. Gambar 2 

menunjukkan contoh dataset dari salah satu jawaban esai uji. Dataset terdiri dari soal dengan nilai 
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maksimum tiap soal, kunci jawaban, jawaban uji yang merupakan jawaban dari siswa, serta nilai 

uji yang merupakan penilaian dari manusia terhadap jawaban uji.  

 

Gambar 2. Contoh Dataset 

 

2.2.  Praproses 

Praproses pada teks jawaban uji dan kunci jawaban dilakukan dengan  case folding untuk 

mengubah semua huruf alfabet menjadi huruf kecil dan  menghilangkan karakter-karakter non-

alfabet [16]. Contoh hasil praproses dari teks Gambar 2 dapat dilihat pada Gambar 3. Dapat dilihat 

pada Gambar 2 dan Gambar 3, praproses teks kunci jawaban antara lain mengubah huruf besar 

menjadi huruf kecil seperti kata “Integritas” menjadi “integritas”, dan “Entity” menjadi “Entity”. 

Sedangkan pada teks jawaban uji seperti kata “INTEGRITAS” menjadi “integritas”, “ENTITY” 

menjadi “entity”, “REFERENTIAL” menjadi “referential”, dst. Juga menghapus karakter non-

alfabet seperti tanda titik (.), koma (,), sama dengan (=), dan lain-lain.   

 

Gambar 3. Contoh Hasil Praproses pada Kunci Jawaban dan Jawaban Uji 

2.3. Word Embeddings 

Proses yang dipakai untuk mengubah teks menjadi numerik pada penelitian ini dilakukan 

dengan word embedding BERT.  BERT didefinisikan sebagai jaringan transformator dua arah 

multilayer [17].Transformer adalah arsitektur jaringan saraf yang dirancang untuk menangani 

urutan data yang berurutan menggunakan mekanisme attention. Model BERT yang dipakai dalam 

penelitian ini merupakan arsitektur Siamese-BERT (SBERT) yang merupakan bagian dari 

Hugging Face Transformers Library [15] dimana perbedaan SBERT dengan BERT adalah 

SBERT memiliki makna semantik yang vektornya dapat dibandingkan menggunakan Cosine 

Similarity. Panjang vektor untuk fitur SBERT adalah 512. Contoh Word Embedding dengan 

SBERT dari hasil praproses Gambar 3 dapat dilihat pada Tabel 1. 
 

Tabel 1. Contoh Hasil Word Embedding dengan SBERT 
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1 2 3 4 … 510 511 512 

Vektor kunci 

jawaban -0.055 1680395.000 -584515.000 -1830183.000 … -3926777.000 -3243494.000 -0.051 

Vektor jawaban 

uji -0.029 4938433.690 -1910702.330 -670217.490 … -3356042.500 -2905505.340 -0.049 

 

Dapat dilihat pada Tabel 1, masing-masing teks jawaban uji dan kunci jawaban 

ditransformasikan kedalam vektor sepanjang 512 dimana vektor ini mengandung makna semantik 

yang dapat dibandingkan. Kedekatan semantik dua vektor ini akan dibahas pada proses penilaian. 

 

2.4. Penilaian 

 Sebagaimana pada penelitian [15] bahwa vektor SBERT memiliki makna semantik yang 

dapat dibandingkan. Pada penelitian ini dilakukan perhitungan similaritas antara vektor jawaban 

uji dengan kunci jawaban untuk mengetahui seberapa besar persamaan semantik antara dua vektor 

tersebut. Semakin sama dua vektor, berarti semakin besar pula similaritas semantiknya yang 

artinya semakin sama antara kunci jawaban dengan jawaban uji dan berpengaruh pada nilai yang 

semakin besar. Sebaliknya, bila similaritasnya semakin kecil, berarti jawaban uji dan kunci 

jawaban semakin berbeda dan nilai akan semakin kecil.  Similaritas antara vektor jawaban ujian 

kunci jawaban pada penelitian ini menggunakan Cosine Similarity. Cosine Similarity menghitung 

L2- Norm dot product dari dua vektor [18]. Jika x dan y adalah barus vektor, maka Cosine 

Similarity cossim dapat dilihat pada persamaan 1. 

𝑐𝑜𝑠𝑠𝑖𝑚(𝑥, 𝑦) =
(𝑥𝑦⊤)

(‖𝑥‖‖𝑦‖)
     (1) 

Dimana x adalah vektor jawaban uji dan y adalah vektor kunci jawaban. Semakin mirip dua 

vektor, maka semakin besar nilai similaritasnya. Nilai Cosine Similarity pada vektor jawaban uji 

dan kunci jawaban pada Tabel 1 adalah 0.846534 yang artinya memiliki similaritas yang cukup 

tinggi, atau dapat diartikan dengan model penilaian esai otomatis, jawaban tersebut memiliki nilai 

84.6% dari nilai maksimal. 

2.5. Normalisasi 

Normalisasi dilakukan pada data nilai uji. Normalisasi dilakukan karena nilai maksimum 

untuk setiap soal berbeda-beda sehingga diperlukan normalisasi agar range nilai sama. 

Normalisasi dilakukan dengan membandingkan nilai uji suatu jawaban dengan nilai maksimum 

dari jawaban soal tersebut. Sehingga, setelah normalisasi range nilai uji adalah antara nol hingga 

satu.  Normalisasi min-max [19] digunakan untuk menormalisasi nilai uji. Teknik min-max 

digunakan dalam penelitian ini untuk menyamakan range nilai uji. Yakni, nilai 0 jika jawaban 

salah total dan nilai maksimum berupa nilai soal. Dengan range nilai yang pasti ini, maka setelah 

normalisasi nilai uji minimum adalah 0 dan nilai maksimum adalah 1. Normalisasi min-max untuk 

nilai uji dapat dilihat pada persamaan 2. 

𝑛𝑏𝑎𝑟𝑢 =
𝑛𝑢𝑗𝑖

𝑛𝑠𝑜𝑎𝑙
     (2) 

 

 

Dimana 𝑛𝑏𝑎𝑟𝑢 merupakan nilai uji hasil normalisasi, 𝑛𝑢𝑗𝑖 adalah nilai uji dari jawaban 

yang diberikan oleh evaluator manusia, dan 𝑛𝑠𝑜𝑎𝑙 merupakan nilai maksimum soal jika jawaban 

benar. Nilai 𝑛𝑏𝑎𝑟𝑢 hasil normalisasi ini digunakan dalam evaluasi performa sebagai nilai 

pembanding dari nilai model. Semakin kecil selisih antara nilai baru dengan nilai model, maka 

semakin baik performa model. Dapat dilihat pada contoh Gambar 2, nilai soal 𝑛𝑠𝑜𝑎𝑙 = 4, dan nilai 

uji 𝑛𝑢𝑗𝑖 = 3, maka nilai baru 𝑛𝑏𝑎𝑟𝑢 hasil normalisasi adalah 3/4 = 0.75.  

https://scikit-learn.org/stable/modules/generated/sklearn.metrics.pairwise.cosine_similarity.html#sklearn.metrics.pairwise.cosine_similarity
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2.6. Evaluasi 

Evaluasi dilakukan untuk mengetahui seberapa baik performa model penilaian esai 

otomatis. Performa ini diukur dengan Mean Absolute Error (MAE) dan Pearson Correlation. 

MAE digunakan untuk mengukur rata-rata selisih nilai yang dihasilkan model penilaian esai jika 

dibandingkan dengan nilai yang diberikan oleh evaluator manusia. Sedangkan Pearson 

Correlation untuk mengetahui seberapa sesuai nilai dari model dengan nilai dari evaluator. 

Persamaan Mean Absolute Error (MAE) dapat dilihat pada persamaan 3 [20]. MAE 

didefinisikan sebagai selisih antara nilai output model dengan nilai uji yang diberikan oleh 

evaluator manusia.  

𝑀𝐴𝐸 =
∑|𝑛𝑠𝑖𝑠𝑡𝑒𝑚−𝑛𝑢𝑗𝑖|

𝐽𝑢𝑚
  (3) 

Dengan 𝑛𝑚𝑜𝑑𝑒𝑙 berupa nilai output dari model, 𝑛𝑢𝑗𝑖 berupa nilai uji yang merupakan hasil 

penilaian dari evaluator, dan 𝐽𝑢𝑚 merupakan jumlah total jawaban yang dievaluasi. 

Korelasi nilai output dari model dengan nilai uji dihitung dengan Pearson Correlation. 

Korelasi ini dipakai untuk mendapatkan tingkat kesesuaian atau kesepakatan antara nilai uji yang 

diberikan oleh evaluator manusia dengan nilai output dari model penilaian esai otomatis.  

Persamaan Pearson Correlation dapat dilihat pada persamaan 4 korelasi Pearson didefinisikan 

sebagai perbandingan antara kovarian dengan perkalian standar deviasi dari nilai uji dan nilai 

output model penilaian esai otomatis. 

𝑐𝑜𝑟𝑟(𝑛𝑚𝑜𝑑𝑒𝑙 , 𝑛𝑢𝑗𝑖) =
𝑐𝑜𝑣(𝑛𝑚𝑜𝑑𝑒𝑙,   𝑛𝑢𝑗𝑖)

𝑠𝑡𝑑𝑒𝑣(𝑛𝑚𝑜𝑑𝑒𝑙).𝑠𝑡𝑑𝑒𝑣(𝑛𝑢𝑗𝑖)
  (4) 

Dengan 𝑐𝑜𝑟𝑟 adalah nilai korelasi dan 𝑐𝑜𝑣 adalah kovarian antara nilai output model 

penilaian esai otomatis dengan nilai uji, dan 𝑠𝑡𝑑𝑒𝑣 adalah standar deviasi untuk masing-masing 

nilai, baik nilai dari output model dan nilai uji. Kriteria kesuksesan model dibagi menjadi kurang, 

baik, dan sangat baik. kriteria korelasi tergolong kurang jika korelasi < 0.4, dikatakan baik jika 

nilai korelasi antara 0.4 hingga 0.75, dan sangat baik jika nilai korelasi > 0.75 [18]. 

 

3. HASIL DAN PEMBAHASAN 

 

Penelitian dilakukan terhadap dataset yang terdiri dari 4 soal dan 4 kunci jawaban dengan 

jawaban uji merupakan hasil ujian oleh 36 orang mahasiswa. Praproses untuk data teks jawaban 

dan kunci jawaban dilakukan dengan case folding serta menghilangkan karakter-karakter selain 

huruf. Teks hasil praproses selanjutnya di embedding dengan vektor SBERT yang memiliki 

makna semantik dimana proses ini mengubah teks jawaban dan kunci jawaban menjadi vektor 

sepanjang 512. Vektor hasil word embeddings antara jawaban dan kunci jawaban selanjutnya di 

bandingkan dengan meilihat similaritasnya, yakni dengan Cosine Similarity. Semakin besar 

similaritas antara vektor jawaban dan kunci jawabannya, berarti jawaban semakin mendekati atau 

semakin sama dengan kunci jawaban secara semantik. Nilai similaritas ini merupakan nilai yang 

diberikan oleh model penilaian otomatis dalam persentase.  

Nilai dari output model selanjutnya dievaluasi dengan Mean Absolute Error (MAE). Nilai 

uji dari dataset dinormalisasi kedalam range 0 -1 agar nilai uji dan nilai output model berada pada 

rentang yang sama. Hasil evaluasi dengan MAE pada nilai uji dengan nilai output model dapat 

dilihat pada Gambar 4.  

Gambar 4 menunjukkan hasil evaluasi MAE antara nilai uji dengan nilai output model. 

Dari hasil MAE tersebut dapat dilihat bahwa nilai yang berasal dari output model yang 

memanfaatkan SBERT sebagai word embeddings yang memiliki makna semantik untuk soal 1 

memiliki MAE 0.44, soal 2 sebesar 0.24, soal 3 sebesar 0.13, dan soal 4 memiliki MAE 0.24 

dengan rata-rata untuk seluruh soal adalah 0.26.  
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Gambar 4. Evaluasi dengan Mean Absolute Error (MAE) 

Evaluasi korelasi dengan Pearson Correlation antara nilai uji dan nilai dari output model 

dapat dilihat pada Gambar 5. Dari Gambar 5 dapat disimpulkan bahwa nilai output model 

memiliki korelasi yang sangat baik dengan nilai uji untuk soal 1 hingga 3. Sedangkan soal 4 

memiliki korelasi yang baik dan rata-rata untuk seluruh penilaian memiliki korelasi yang sangat 

baik. Hal ini menunjukkan korelasi antara penilaian dengan model yang diusulkan dan nilai uji 

yang merupakan hasil penilaian manusia memiliki korelasi sangat baik. 

 

 

Gambar 5. Evaluasi Korelasi dengan Pearson Correlation 

 

4. KESIMPULAN DAN SARAN 

 

Similaritas semantik pada penilaian esai otomatis dalam penelitian ini memanfaatkan 

vektor dari word embeddings SBERT yang dibandingkan dengan Cosine Similarity. Pemrosesan 

teks jawaban uji dan kunci jawaban dilakukan dengan melakukan case folding, kemudian 

menerapkan word embeddings SBERT yang mentransformasi teks menjadi vektor numerik 

sepanjang 512. Vektor hasil embeddings dari teks kunci jawaban dan jawaban uji selanjutnya 

dibandingkan dengan Cosine Similarity untuk melihat seberapa besar similaritas antara dua vektor 

tersebut. Similaritas yang semakin besar menunjukkan semakin mirip pula teks kunci jawaban 

dengan jawaban uji secara semantik.  

Evaluasi nilai hasil output model penilaian esai pendek otomatis dengan Pearson 

Correlation menunjukkan bahwa secara keseluruhan penggunaan SBERT sebagai word 

embeddings pada penilaian esai otomatis memiliki korelasi yang sangat baik antara nilai output 

sistem dengan nilai dari evaluator manusia. Namun, error atau kesalahan sistem penilaian masih 

0,44

0,24

0,13

0,24 0,26

0,00

0,20

0,40

0,60

0,80

1,00

soal 1 soal 2 soal 3 soal 4 rata-rata

Evaluasi dengan MAE

0,80 0,82

0,96

0,53

0,78

0,00

0,20

0,40

0,60

0,80

1,00

soal 1 soal 2 soal 3 soal 4 rata-rata

Evaluasi Korelasi dengan Pearson 
Correlation



Techno.COM, Vol. 21, No. 4, November 2022: 732-740 

739 

 

cukup besar yakni dengan rata-rata keseluruhan mencapai 26% yang artinya terdapat rata-rata 

selisih nilai model dan nilai manusia sebesar 26%.  

Pengembangan penialain esai pendek otomatis berdasarkan similaritas semantik masih 

diperlukan, dengan melakukan pelatihan ulang pada model SBERT dengan dataset yang lebih 

besar atau menggunakan materi dari esai yang diberikan dengan harapan vector yang dihasilkan 

oleh model SBERT lebih mendekati konteks materi esai yang diberikan.  
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