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Анотація—Стаття присвячена застосуванню методів машинного навчання для комп’ютеризованого виявлення 
епізодів апное сну на основі аналізу одноканальних сигналів електрокардіограми (ЕКГ) та електроенцефалограми 
(ЕЕГ). Для дослідження можливостей машинного навчання для виявлення апное на основі аналізу ЕКГ та ЕЕГ було 
використано відкриті бази даних Apnea-ECG та MIT-BIH polysomnographic database з ресурсу PhysioNet, які містять 
анотації до кожної хвилини записів, що вказують на наявність або відсутність апное/гіпопное сну в поточний  
момент часу. Метою даної роботи є визначення та порівняння інформативних ознак виявлення епізодів апное сну 
за показниками варіабельності серцевого ритму та електричної активності мозку, а також вибір методів машинного 
навчання, що забезпечують найвищу точність класифікації. Розглянуто показники кардіоритмограм у часовій та 
частотній областях, спектрально-часові та вейвлет-характеристики, а також параметри ЕЕГ сигналів на основі  
відношення енергії ЕЕГ ритмів, показника Херста, фрактальної розмірності Хігучі та ентропії вибірки для ЕЕГ 
сигналів. Використовуючи різні набори ознак, було визначено точність класифікації для моделей на основі дерев 
рішень, дискримінантного аналізу, методу опорних векторів, методу k-найближчих сусідів та ансамблевого нав-
чання. На основі цього запропоновані набори ознак та класифікатори, що забезпечують найвищу точність розпі-
знавання епізодів апное сну за даними ЕКГ та ЕЕГ сигналів.  
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 машинне навчання. 

 

I. ВСТУП 

Синдром апное сну — вид патології сну, який  
супроводжується дихальними паузами тривалістю  
більше 10 секунд та може провокувати багато про-
блем зі здоров’ям. Найчастіше дихальна пауза викли-
кана синдромом апное під час сну триває  
20-30 секунд, але у важких випадках може досягати 
2-3 хвилин і забирати до 60% загального часу нічного 
сну. Апное сну характеризується епізодами частко-
вого або повного закриття верхніх дихальних шляхів. 
Розрізняють апное та гіпопное сну. Перший стан  
(апное сну) являє собою зупинку дихання на  
10 секунд і більше, під час яких потік повітря, що 
проходить крізь дихальні шляхи зменшується на 90%. 
Другий стан (гіпопное сну) – це епізод неповної зупи-
нки дихання тривалістю мінімум 10 секунд, що 

супроводжується зменшенням повітряного потоку не 
менше ніж на 30% та подальшою реакцією пробу-
дження.  

Епізод апное приводить до зменшення насичення 
крові киснем. Недостатня концентрація кисню може 
спричинити смерть, але через захисну функцію орга-
нізму людина починає прокидатися під час сну і через 
деякий час настає момент вдиху. Етап пробудження 
під час сну порушує нормальний сон, що в свою чергу 
впливає на загальний стан здоров’я пацієнта. Так,  
різке зниження рівня кисню в крові сприяє підви-
щенню артеріального тиску та збудженню серцево-
судинної системи [1]. У багатьох людей із синдромом 
обструктивного апное сну спостерігається гіпертонія 
під час сну, що збільшує ризик серцевих захворю-
вань. Чим складніша стадія захворювання, тим вищий 
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ризик розвитку ішемічної хвороби серця, інфаркту, 
серцевої недостатності та інсульту. Також збільшу-
ється ризик серцевої аритмії. Хвороби серця та синд-
ром обструктивного апное сну разом можуть призве-
сти до раптової смерті від серцевого нападу [1].  

Основним показником, що характеризує тяжкість 
апное сну, є апное-гіпопное індекс (AГI), який відо-
бражає кількість випадків апное та гіпопное за  
годину. AГI обчислюється як відношення кількості 
випадків апное сну до кількості годин сну [2]. Зна-
чення AГI для дорослих: AГI<5 – норма; 5≤AГI <15 – 
легкий стан апное сну; 15≤AГI<30 – середній стан  
апное сну; AГI≥30 – важкий стан апное сну. У паціє-
нтів із легким станом апное сну (від 5 до 14 зупинок 
дихання за годину), спостерігається сонливість про-
тягом дня. Якщо відбувається від 15 до 29 зупинок 
дихання за годину сну, людина починає засинати при 
будь-якій можливості, їй дуже важко прокинутися 
вранці і немає сил виконувати щоденні завдання.  
Понад 30 зупинок дихання погіршують якість життя 
та можуть призвести до значних ускладнень зі здо-
ров’ям. 

Традиційним та загальновизнаним методом вияв-
лення апное уві сні є аналіз сигналів полісомнограм 
[3]. В останні роки багато досліджень було присвя-
чено розробці комп'ютеризованих методів виявлення 
епізодів апное сну [4-7]. Такі підходи можуть базува-
тися на спектральних особливостях досліджуваних 
сигналів [8-10], вейвлет-аналізі [11], характеристи-
ках, заснованих на статистичних моментах [8], аналізі 
головних компонент [12]. Аналіз полісомнограм пе-
редбачає реєстрацію великої кількості біомедичних 
сигналів під час сну, включаючи електричну актив-
ність мозку та серця, рівень кисню та вуглекислого 
газу в крові, реєстрацію рухів очей та кінцівок, ско-
рочення м’язів, частоту серцевих скорочень, частоту 
дихання, виникнення хропіння, потоки повітря крізь 
ніс і рот [3]. Очевидно, що ця процедура досить тру-
домістка; крім того, пацієнт може почувати себе  
некомфортно через велику кількість накладених еле-
ктродів та необхідність сну з цим обладнанням.  

У зв'язку з швидким розвитком портативних при-
строїв для моніторингу стану здоров'я, виявлення епі-
зодів апное сну на основі аналізу сигналу з одного 
відведення є актуальною задачею. При цьому реєст-
рація сигналу вимагає мінімальних незручностей  
пацієнта під час сну, суттєво зменшує витрати на  
обладнання і добре підходить для впровадження  
автоматизованого розпізнавання апное сну в умовах 
клінічного та віддаленого домашнього моніторингу  
з використанням стаціонарних або носимих при-
строїв. 

Дослідники застосовують різні методи виділення 
ознак у часовій та частотній області, а саме перетво-
рення Фур'є, вейвлет аналіз, розпізнавання форми 
хвиль біомедичних сигналів [6, 8, 11]. Замість вико-
ристання 12 фізіологічних сигналів полісомнограми  
з метою зменшення обчислювальних витрат для  
виявлення апное сну також використовується аналіз 
лише одного з сигналів. Дослідження довели можли-
вість виявлення апное сну за допомогою ознак, 

отриманих на основі ЕКГ сигналу, а саме показників 
варіабельності ритму серця (ВРС) [7-14]. Також ряд 
наукових робіт присвячено дослідженню можливості 
виявлення апное на основі аналізу ЕЕГ сигналів [15-
18]. В дослідженні [16, 17] розраховується енергія 
ЕЕГ у кожній смузі частот ритмів ЕЕГ та їх відно-
шення, в роботі [19] для виділення ритмів ЕЕГ вико-
ристано пакетний вейвлет-розклад, а епізоди апное 
виявляються з використанням значень показників  
ентропії, обчислених для кожної смуги частот. 

II. МАТЕРІАЛИ І МЕТОДИ 

Для нашого дослідження було використано 2 пуб-
лічно відкриті бази даних електронного ресурсу 
Physionet [20]: “The Apnea-ECG Database” та  
“The MIT-BIH Polysomnographic Database”.  

База даних “The Apnea-ECG Database” [21] скла-
дається з 35 довготривалих записів, що містять одне 
відведення ЕКГ з частотою дискретизації 100 Гц, роз-
дільною здатністю 12 біт і тривалістю записів приб-
лизно 8 годин. Записи супроводжується анотацією 
для кожної хвилини реєстрації сигналу, яка вказує на 
наявність або відсутність апное протягом цього часу. 
Дані розділено на наступні класи: клас А (апное) — 
записи, що містять не менше 100 хвилин з випадками 
апное; клас B (граничний з апное) — записи, що міс-
тять від 5 до 99 хвилин з випадками апное; клас C  
(контрольний) – записи, що містять менше 5 хвилин  
з апное і можуть вважатися нормою. “The Apnea-ECG 
Database” була використана нами в попередньому  
дослідженні [14], щоб оцінити ефективність методів 
машинного навчання для виявлення епізодів апное 
сну на основі показників варіабельності ритму серця 
(ВРС), розрахованих за сигналом ЕКГ. Було дослі-
джено показники, розраховані у часовій і частотній 
областях, а також показники, отримані за допомогою 
спектрально-часового та вейвлет-аналізу. Проведене 
порівняння ефективності найпоширеніших методів 
машинного навчання для задачі класифікації сигналів 
у нормі та під час апное сну дозволило вибрати най-
кращі 9 параметрів для виявлення апное сну з розгля-
нутих 24 параметрів варіабельності серцевого ритму. 
Найвища точність класифікації розпізнавання стану 
апное сну була отримана для моделі, побудованої за 
допомогою методу опорних векторів з квадратичним 
ядром. В даному дослідженні ми використовуємо  
методику розрахунку параметрів для розпізнавання 
апное сну на основі ЕКГ сигналу, розглянуту в нашій 
попередній роботі, та застосовуємо її до бази даних 
“The MIT-BIH Polysomnographic Database”, в якій  
наявні одночасно зареєстровані ЕКГ та ЕЕГ сигнали. 
Метою даної роботи є дослідження можливості  
визначення апное сну за даними ЕЕГ, відбір парамет-
рів одноканального сигналу електричної активності 
мозку для розпізнавання апное сну та порівняння  
результатів моделей машинного навчання, отрима-
них окремо для ЕКГ та ЕЕГ показників та у разі їх 
комбінації. Окрім цього, на відміну від нашого попе-
реднього дослідження, анотовані сигнали бази  
“The MIT-BIH Polysomnographic Database” дозволя-
ють провести класифікацію сигналів на 3 класи:  
норма, апное та гіпопное. Наявність класу “гіпопное” 
ускладнює задачу класифікації сигналів, тому що  
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в залежності від ступеню перекриття дихальних шля-
хів він може помилково визначатися і як норма,  
і як апное. 

“The MIT-BIH Polysomnographic Database” [22, 
23], являє собою набір записів полісомнографічних 
сигналів та є публічно відкритою базою електронного 
ресурсу Physionet. В роботі використано 16 полісом-
нографічних записів пацієнтів, середній вік яких 
складає 40 років (діапазон 32-56 років), середня вага 
119 кг (діапазон від 89 до 152 кг). Більшість з пацієн-
тів страждають від важкого ступеню апное сну. Запис 
полісомнограм проводився в бостонської клініці  
порушень сну «Beth Israel Hospital Sleep Laboratory» 
для оцінки синдрому хронічного обструктивного  
апное сну і перевірки впливу постійного позитивного 
тиску в дихальних шляхах – терапевтичного втру-
чання, яке зазвичай запобігає або істотно зменшує  
обструкцію дихальних шляхів. 

Тривалість полісомнографічних сигналів у базі  
варіюється від 2 до 7 годин в залежності від тривало-
сті сну конкретного пацієнта. Частота дискретизації 
ЕКГ та ЕЕГ сигналів складає 250 Гц, роздільна здат-
ність 12 біт. Дані супроводжуються анотаціями роз-
ташування QRS комплексів, стадій сну, випадків цен-
трального та обструктивного апное та гіпопное. Біпо-
лярне відведення ЕЕГ залежить від реєстрації сиг-
налу у конкретного пацієнта (у базі присутні сигнали 
з відведень C4-A1, O2-A1 або C3-O1: стандартні варі-
анти розташування електродів для дослідження ста-
дій сну). З метою застосування методів машинного 
навчання до задачі автоматизованого виявлення епі-
зодів апное сну наявні у базі довготривалі сигнали  
полісомнограм було сегментовано згідно анотацій на 
коротші ділянки тривалістю 30 секунд кожна. У дос-
лідженні використано по 267 ділянок полісомнограм 
тривалістю 30 секунд для класу “норма”, 258 для 
класу “апное” та 273 для класу “гіпопное”, загалом 
798 одночасних записів ЕКГ та ЕЕГ. 

Поверхнева ЕКГ — фізіологічний сигнал, що міс-
тить інформацію про центральну вегетативну регуля-
цію серцево-судинної функції, дихання та електричну 
активність серця. Аналіз варіабельності ритму серця 
є одним з основних підходів для визначення серце-
вих, дихальних та ендокринних порушень. ВРС 
пов’язана з взаємодією симпатичної та парасимпати-
чної гілок вегетативної нервової системи. У роботах 
[8-9] описується метод визначення апное сну за час-
тотними показниками, визначеними в області дуже 
низьких частот (0,0033-0,04 Гц) за спектральною гус-
тиною потужності послідовності RR інтервалів, які 
відрізняються в стані апное від норми через сплеск 
симпатичної активності. Діапазон високих частот 
(0,15-0,4 Гц) відображає швидкі зміни частоти серце-
вих ударів, спричинені парасимпатичною стимуля-
цією, тоді як вважається, що діапазон дуже низьких 
частот відображає переважно симпатичну стимуля-
цію. Область низьких частот (0,04-0,15 Гц) відобра-
жає змішаний вплив як симпатичної, так і парасимпа-
тичної стимуляції серця. 

Попередня обробка зареєстрованого ЕКГ сигналу 
з метою усунення завад та шумів є важливим етапом, 
що передує детекції QRS комплексів та аналізу пара-
метрів варіабельності серцевого ритму. Для усунення 
дрейфу ізолінії ЕКГ було використано метод вейвлет-
аналізу. Декомпозицію сигналів ЕКГ було виконано 
до 12 рівня за допомогою симетричного вейвлету  
5-го порядку. Низькочастотний періодичний зсув ба-
зової лінії ЕКГ видалено обробкою вейвлет-коефіціє-
нтів: коефіцієнти апроксимації a12 та коефіцієнти де-
талізації 9-12 рівнів вейвлет розкладу d9-d12 були при-
рівняні до нульового значення, а корисний сигнал ре-
конструйований без їх впливу. Для усунення високо-
частотних завад спектр ЕКГ був обмежений до 40 Гц 
за допомогою фільтра низьких частот з кінцевою  
імпульсною характеристикою.  

Детекцію QRS комплексів (рис.1, а) реалізовано  
з використанням встановленого порогу до опорного 
сигналу, обчисленого як нелінійне перетворення ЕКГ 
сигналу та його першої похідної. Підхід до визна-
чення розташування R піків заснований на алгоритмі 
Пана Томпкінса та включає вдосконалення алгори-
тму для точнішого виявлення QRS комплексів у ЕКГ 
сигналах з наявністю шумових складових. R зубці ро-
зташовані у локальних максимумах ЕКГ сигналу, 
оскільки вони мають найкрутіші схили порівняно  
з іншими зубцями ЕКГ. Після ідентифікації R зубців 
послідовність RR-інтервалів було розраховано як  
часові інтервали між послідовними ударами серця. 
NN-інтервали, що використовуються для аналізу  
варіабельності серцевого ритму, — це інтервали між 
нормальними R-піками (від англ. normal-to-normal), 
тобто враховуються проміжки тільки між нормаль-
ними серцевими скороченнями і в аналізі не беруть 
участь інтервали, записані при порушенні серцевого 
ритму, а також такі, що виникли в результаті зовніш-
ніх перешкод. Отже, всі показники ВСР, визначені 
далі в роботі, були визначені з послідовності інтерва-
лів між сусідніми QRS комплексами, які відповіда-
ють нормальним серцевим скороченням. З метою 
отримання рівновіддалених часових відліків кардіо-
ритмограми ЕКГ сигнал було інтерпольовано за  
допомогою кубічної інтерполяції. Частота дискрети-
зації для інтерпольованої послідовності RR-інтерва-
лів обрана з урахуванням середнього та мінімального 
RR-інтервалу і дорівнює 5 Гц.  

Зміна ритму серця при синдромі обструктивного 
апное сну має специфічний характер (рис.1, б, в).  
У момент зупинки дихання розвивається брадикардія 
(уповільнення ритму серця), а у вентиляційну фазу  
після апное відзначається тахікардія (прискорення 
ритму серця) (рис.2). Діапазон коливань частоти сер-
цевого ритму становить 30-40 ударів за хвилину під 
час епізоду апное сну, а зменшення тривалості RR  
інтервалів у вентиляційну фазу після апное є відмін-
ною рисою для розпізнавання апное уві сні за кардіо-
ритмограмою.  
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Рис. 1. Виявлення апное за даними ЕКГ: а) детекція піків R зубців на ЕКГ; б) кардіоритмограма під час апное сну; в) кардіоритмограма в 
нормі 

 

Рис. 2. Порівняння характерних інтервалів кардіоритмограми та назального потоку повітря під час апное сну  
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Кількісний аналіз кардіоритмограм зазвичай про-
водиться у часовій та частотній областях. В часовій 
області розраховуються наступні параметри [8, 9, 24]: 
середнє значення RR-інтервалів; стандартне відхи-
лення RR-інтервалів; значення RR-інтервалу, що най-
більш часто зустрічається в кардіоритмограмі; інтер-
квартильний діапазон RR-інтервалів; кількість пар 
сусідніх RR-інтервалів, які відрізняються більше ніж 
на 50 мс; стандартне відхилення послідовних різниць 
RR-інтервалів; частота серцевих скорочень; показник 
дихальної модуляції; індекс напруженості регулятор-
них систем, індекс вегетативної рівноваги; індекс  
вегетативного ритму; індекс адекватності регулятор-
них процесів; асиметрія та ексцентричність розподілу 
RR-інтервалів та інші. 

Визначення діагностичних ознак у частотній  
області проведено шляхом розрахунку залежності  
густини спектра потужності від частоти для часових 
рядів RR-інтервалів з використанням непараметрич-
ного методу швидкого перетворення Фур'є. Для усу-
нення ефекту розтікання спектра використано вікно 
Хемінга. В аналізі ВСР застосовано чотири основні 
частотні смуги: високих частот (HF) – від 0,15 до 
0,4 Гц, низьких частот (LF) – від 0,04 до 0,15 Гц, дуже 
низьких частот (VLF) – від 0,0033 до 0,04 Гц і надни-
зьких частот ( ULF) – від 0 до 0,0033 Гц. Найбільш 
суттєві відмінності між нормою та патологією прояв-
ляються в діапазоні низьких частот, що відповідає 
здебільшого симпатичній регуляції. Для виявлення 
апное окрім традиційних смуг частот, застосовано 
смугу, де середня спектральна щільність потужності 
для сигналів з апное перевищує цю криву для сигна-
лів у нормі. Ми визначили цей діапазон як діапазон 
від 0,01 Гц до 0,075 Гц. Для інтерпольованих послідо-
вностей RR-інтервалів було розраховано наступні  
параметри в частотній області [8, 9, 24]: нормована 
потужність у діапазоні низьких частот, нормована  
потужність у діапазоні високих частот, нормована  
потужність у діапазоні дуже низьких частот, індекс 
вегетативного балансу, нормована потужність в діа-
пазоні 0,01-0,075 Гц. 

Спектрально-часовий аналіз використовується 
для аналізу зміни частотного складу нестаціонарного 
сигналу з часом. Для виділення спектрально-часових 
особливостей ВСР у нормі та за наявності апное було 
розраховано спектрограми кардіоритмограм з вико-
ристанням вікна Хемінга та 90% перекриття вікон. 
Також було розраховано спектральні параметри за 
допомогою вейвлет-аналізу. Кардіоритмограми розк-
ладено за допомогою симетричної вейвлет-функції  
5-го порядку до 4-го рівня вейвлет-перетворення.  
Апроксимаційна складова a1 передає особливості 
дуже низькочастотних та низькочастотних компо-
нент кардіоритмограми, а деталізуючі складові d1-d4 
представляють собою високочастотні компоненти. 
Порівнюючи ці складові та їх частотні спектри, вияв-
лено, що найбільша різниця між цими сигналами про-
являється в апроксимаційній складовій a4, а саме в її 
спектрі на частотах до 0,1 Гц. Отже, для розпізна-
вання апное було використано спектральну густину 
потужності апроксимаційної складової a4 у цьому  
діапазоні частот.  

Таким чином, повний набір параметрів для розпі-
знавання апное за даними варіабельності ритму серця 
склав 25 параметрів, а зменшений — 9 параметрів, які 
найбільше відрізнялися за розподілом для норми,  
апное та гіпопное, а саме:  

1) показник куртозису розподілу RR-інтервалів; 

2) інтерквартильний діапазон RR-інтервалів (різ-
ниця між 75-м і 25-м процентилями у мс); 

3) амплітуда моди (кількість кардіоінтервалів, які 
відповідають значенням моди, у % до всієї  
кількості кардіоінтервалів);  

4) нормована спектральна густина потужності  
кардіоритмограми в діапазоні високих частот 
(від 0,15 до 0,4 Гц);  

5) нормована спектральна густина потужності  
кардіоритмограми в діапазоні дуже низьких  
частот (від 0,0033 до 0,04 Гц);  

6) нормована спектральна густина потужності  
кардіоритмограми в діапазоні частот, де най-
більш відрізняється спектр для сигналів у нормі 
та при наявності апное сну (від 0,01 до 
0,075 Гц); 

7) натуральний логарифм суми абсолютних зна-
чень (L1-норми) середньої часової залежності 
спектральної густини потужності в діапазоні 
частот 0,01-0,075 Гц (розраховується за даними 
спектрально-часового аналізу); 

8) натуральний логарифм Евклідової норми (L2-
норми) середньої часової залежності спектра-
льної густини потужності у діапазоні частот 
0,01-0,075 Гц; 

9) натуральний логарифм спектральної густини 
потужності, розрахованої для апроксимаційної 
складової 1-го рівня вейвлет-розкладу кардіо-
ритмограми (розраховується за даними вей-
влет-аналізу). 

Аналіз сигналу електроенцефалограми також віді-
грає важливу роль для виявлення випадків апное сну. 
Хоча сон є станом загального зниження активності 
мозку, деякі групи нейронів активніші під час сну  
і служать для стабілізації цього стану або сприяння 
переходу від неспання до сну [25]. Рівні кисню та  
вуглекислого газу в крові відображають адекватність 
вентиляції легень та діють на хеморецептори, розта-
шовані на периферії та в мозку. У разі апное, у крові 
накопичується вуглекислий газ через зупинку  
дихання і хеморецептори сигналізують про тривогу  
в мозок, що призводить до пробудження сплячого  
і вдиху повітря. В результаті відбувається перехід між 
стадіями сну, що, в свою чергу, викликає флуктуації 
ЕЕГ сигналу в різних діапазонах частот. Таким  
чином, аналіз ЕЕГ сигналу в частотній області та від-
ношення енергій ритмів ЕЕГ між собою обґрунтовано 
можуть застосовуватися для виявлення епізодів  
апное сну.  

В роботі проаналізовано шість діапазонів частот: 
δ ритм (0,5–4 Гц), θ ритм (4–8 Гц), α ритм (8–12 Гц), 
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σ ритм (12–15 Гц), β ритм (15–30 Гц) та γ ритм (30–
50 Гц). Альфа-ритм – характерний хвильовий паттерн 
ЕЕГ дорослої людини, яка не спить, але розслаблена 
із заплющеними очима. Кожна область мозку має  
характерний альфа-ритм, але альфа-хвилі найбільшої 
амплітуди реєструються в потиличній і тім'яній обла-
стях кори головного мозку. Бета-ритм реєструється  
у людей, які пильні і уважні до зовнішніх подразників 
або докладають певних розумових зусиль, також 
бета-ритм виникає під час глибокого сну, швидкого 
сну, швидкого руху очей. Амплітуда бета-ритму  
зазвичай нижче, ніж альфа-ритму. Бета-хвилі відо-
бражають пробудження кори головного мозку до 
більш високого стану пильності або напруженості. Це 
також може бути пов'язано з "запам'ятовуванням" або 
відновленням спогадів. Хоча дельта-і тета-ритм  
зазвичай найбільш помітні під час сну, бувають випа-
дки, коли дельта — і тета-ритми записуються  
у людей, які не сплять. Наприклад, тета-хвилі будуть 
виникати протягом коротких проміжків часу під час 
емоційних реакцій на хвилюючі події або ситуації. 
Дельта-хвилі можуть посилюватися під час складної 
розумової діяльності, що вимагає концентрації. Поту-
жність гама-ритму збільшується під час респіратор-
них подій. 

Для розпізнавання епізодів апное за даними ЕЕГ 
було виділено альфа, бета, дельта, тета і гама ритми. 
Відносну потужність для кожного діапазону частот, 
що відповідає певним ритмам ЕЕГ, було обчислено  
з нормалізацією на потужність у всій смузі частот 
ЕЕГ сигналу. За спектром потужності в частотній  

області розраховано відношення потужностей різних 
ритмів між собою. Отримано наступні відношення 
потужностей ритмів: 'Alpha/Beta', 'Alpha/Gamma', 
'Alpha/Delta', 'Alpha/Theta', 'Beta/Gamma', 'Beta/Delta', 
'Beta/Theta', 'Gamma/Delta', 'Gamma/Theta', 
'Delta/Theta'. Також розраховано показник Херста 
[26], фрактальну розмірність Хігучі [27] та ентропію 
вибірки [28] для досліджуваних ЕЕГ сигналів.  

Для кожного параметру наведено діаграми роз-
маху значень (боксплоти), які компактно представля-
ють одновимірний розподіл ймовірностей та демон-
струють медіану, нижній і верхній квартилі, мініма-
льне і максимальне значення вибірки і викиди (рис.3). 
Якщо побудовані блоки знаходяться на різних рівнях 
– це свідчить про відмінність між значеннями пара-
метру для різних класів. Аналіз діаграм розмаху зна-
чень параметрів ЕЕГ сигналів з досліджуваної бази 
даних полісомнографічних сигналів [22] для норми, 
апное та гіпопное свідчить про те, що розподіли для 
норми та гіпопное значно накладаються для більшо-
сті параметрів, в той час як розподіл значень параме-
трів для стану апное значно відрізняється і не накла-
дається у більшості випадків (окрім значень, визначе-
них як викиди даних). 

З метою визначення найкращих моделей класифі-
кації для виявлення епізодів апное сну було застосо-
вано машинне навчання на основі дерев рішень, дис-
кримінантного аналізу, методу опорних векторів, ме-
тоду k-найближчих сусідів та ансамблевого навчання 
(рис.4, 5). 

 

Рис. 3. Діаграми розмаху значень параметрів ЕЕГ сигналів з бази [22] для норми (NORM), апное (APN) та гіпопное (HYP)  
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Рис. 4. Приклади розподілу ознак: а) амплітуда моди для послідовності RR інтервалів та експонента Херста для ЕЕГ сигналу; б) відно-
шення потужностей ритмів альфа і тета та фрактальна розмірність Хігучі для ЕЕГ сигналу 

 

Рис. 5. Приклади матриць невідповідності: а) дерева рішень (ознаки на основі ЕКГ), б) метод опорних векторів (ознаки на основі ЕЕГ) 

Дерево рішень — це метод побудови правил прий-
няття рішень в ієрархічній структурі, що складається 
з елементів двох типів — вузлів та листя. У вузлах 
знаходяться правила і проводиться перевірка відпо-
відності ознак цим правилам за деяким атрибутом  
навчальної множини. Побудова дерев рішень полягає 
в послідовному рекурсивному розбитті навчальної 
множини на підмножини із застосуванням вирішаль-
них правил у вузлах. Процес розбиття триває до того 
часу, поки всі вузли наприкінці всіх гілок будуть ого-
лошені листям, тобто підмножиною об'єктів, що задо-
вольняють усім правилам гілки, яка закінчується цим 
листом. Оголошення вузла листом може статися, 
коли він міститиме єдиний об'єкт або об'єкти лише 
одного класу, або ж після досягнення певної умови 
зупинки, наприклад, мінімально допустимої кількості 
прикладів у вузлі або максимальної глибини дерева, 
яка є мірою того, скільки розколів може зробити  
дерево, перш ніж дійти прогнозу. Для вибору найкра-
щого підходу ми використовували три варіанти дерев 
рішень: з максимальною глибиною 4; 20 та 100. 

Алгоритм k-найближчих сусідів є одним із най-
простіших алгоритмів машинного навчання. Щоб 

зробити прогноз для нової вибірки даних, алгоритм 
знаходить найближчий до нього навчальний набір  
даних, тобто знаходить його «найближчих сусідів».  
У найпростішому випадку алгоритм k-найближчих 
сусідів розглядає лише одного найближчого сусіда – 
точку навчальної множини, найближчу до точки, для 
якої ми хочемо отримати прогноз. Якщо враховується 
більше одного сусіда, для присвоєння мітки викорис-
товується найпоширеніший клас, тобто вибирається 
клас, який набрав більшість серед k-найближчих  
сусідів. У разі багатокласової класифікації, як  
у нашому випадку з 3 класами (норма, апное, гіпоп-
ное), підраховується кількість сусідів, що належать 
до кожного класу, і визначається найбільш пошире-
ний клас. Класифікатор k-найближчих сусідів врахо-
вує два важливі параметри: кількість сусідів і міру  
відстані між точками даних. Ми застосували та порі-
вняли результати наступних налаштувань класифіка-
тора k найближчих сусідів: кількість сусідів – 10 та 
30, варіації міри відстані – евклідова відстань, квад-
рат оберненої евклідової відстані, косинусна відс-
тань, відстань Мінковського.  

 

                                                              а)                                                                                                              б) 

 

                                                      а)                                                                                                                   б) 
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ТАБЛИЦЯ I — ПОРІВНЯННЯ ЕФЕКТИВНОСТІ ЗАСТОСУВАННЯ МЕТОДІВ МАШИННОГО НАВЧАННЯ ДО ЗАДАЧІ ВИЯВЛЕННЯ АПНОЕ СНУ:  
% ВІРНО ВИЗНАЧЕНИХ ВИПАДКІВ ПРИ КЛАСИФІКАЦІЇ НА 3 КЛАСИ (У ДУЖКАХ % ВІРНО ВИЗНАЧЕНИХ ВИПАДКІВ ДЛЯ КЛАСІВ “НОРМА”,  

“АПНОЕ” ТА “ГІПОПНОЕ”) 

# Метод машинного навчання 
25 параметрів, 

ЕКГ 
9 параметрів, 

ЕКГ 
13 парамет-
рів, ЕЕГ 

22 параметри,  
9 ЕКГ+13 ЕЕГ 

1 Дерева рішень  
98 
(98, 99, 97) 

97,5  
(97, 99, 96) 

87,6 
(84, 94, 85) 

97,5  
(97, 99, 96) 

2 
Лінійний дискримінантний аналіз 
 

99 
(99, 100, 98) 

98,0 
(99, 100, 95) 

86,2 
(75, 93, 91) 

95,4  
(94, 94, 97) 

3 
Квадратичний дикримінантний аналіз 
 

- 
97,7 
(96, 100, 97) 

84,8 
(70, 90, 94) 

94,4  
(91, 94, 98 ) 

4 Метод опорних векторів (лінійна функція ядра) 
99,1 
(100, 100, 97) 

98,6 
(99, 99, 97) 

87,5 
(76, 94, 93) 

96,2 
(97, 94, 98) 

5 Метод опорних векторів (квадратична функція ядра) 
99 
(100, 100, 99) 

99 
(99, 99, 98) 

91,9 
(87, 98, 91) 

97,5 
(99, 94, 99) 

6 Метод опорних векторів (кубічна функція ядра) 
99,7 
(99, 100, 99) 

99,1 
(99, 99, 99) 

89,2 
(86, 91, 90) 

97,5 
(99, 94, 99) 

7 Метод опорних векторів (гаусівська функція ядра) 
99 
(99, 100, 99) 

98,7 
(98, 100, 99) 

88,3 
(81, 93, 92) 

94,6 
(99, 89, 96) 

8 
Метод k найближчий сусідів (кількість сусідів – 1, евклі-
дова відстань) 

99,6 
(99, 100, 99) 

98,9 
(99, 100, 98) 

87,2 
(83, 91, 88) 

96,6 
(98, 94, 97) 

9 
Метод k найближчий сусідів (кількість сусідів – 10, евклі-
дова відстань) 

99,7 
(100, 100, 99) 

98,9 
(99, 99, 98) 

87,6 
(82, 91, 87) 

96,9 
(98, 94, 98) 

10 
Метод k найближчий сусідів (кількість сусідів – 30, евклі-
дова відстань) 

94 
(100, 86, 95) 

97,6 
(99, 98, 96) 

84,1 
(70, 94, 88) 

89,8 
(87, 94, 89) 

11 
Метод k найближчий сусідів (кількість сусідів – 10, коси-
нусна відстань) 

99,5 
(100, 100, 99) 

98,1 
(99, 99, 96) 

86,1 
(81, 91, 86) 

96,5 
(99, 94, 96) 

12 
Метод k найближчий сусідів (кількість сусідів – 10, відс-
тань Мінковського) 

99,7 
(100, 100, 99) 

98,6 
(99, 98, 98) 

87,2 
(82, 91, 88) 

96,2 
(97, 94, 98) 

13 
Зважений метод k найближчий сусідів (кількість сусідів – 
10, квадрат оберненої евклідової відстані) 

99,9 
(100, 100, 99) 

99,1 
(99, 99, 99) 

88,5 
(81, 93, 92) 

96, 9 
(97, 94, 99) 

14 
Ансамблеве навчання 
(беггінг дерев рішень, кількість моделей — 30) 

99,6 
(99, 100, 99) 

99,4 
(99, 99, 99) 

91,5 
(86, 98, 91) 

98,6 
(99, 98, 99) 

15 
Ансамблеве навчання з випадковою підмножиною ознак, 
дискримінантний аналіз (кількість моделей — 30) 

98,9 
(99, 100, 97) 

96,0 
(99, 100, 89) 

87,2 
(73, 99, 89) 

97,0 
(98, 100, 93) 

16 
Ансамблеве навчання з випадковою підмножиною ознак, 
метод k найближчий сусідів (кількість моделей — 30) 

99,4 
(99, 99, 99) 

98,9 
(99, 99, 97) 

87,6 
(81, 94, 88) 

99,1 
(99, 99, 98) 

 

Метод дискримінантного аналізу передбачає, що 
дані з різних класів мають різні багатовимірні гаусів-
ські розподіли та використовує теорему Байєса для 
оцінки ймовірності приналежності до певного класу. 
Ми використовували лінійний та квадратичний дис-
кримінантний аналіз. 

Метод опорних векторів на основі набору навча-
льних даних знаходить гіперплощину, яка найкраще 
розділяє між собою два класи навчальних даних. Така 
гіперплощина є границею, що має максимальну відс-
тань до різних класів навчальних даних. Границя зна-
ходиться таким чином, щоб максимізувати відстань 
до найближчих точок даних усіх класів. Найближчі 
точки до роздільної поверхні називають опорними  
векторами. Ми застосували та порівняли результати 
наступних налаштувань класифікатора на основі  
методу опорних векторів: лінійна функція ядра; квад-
ратична функція ядра; кубічна функція ядра; гаусів-
ська функція ядра з різним масштабуванням. 

Ансамблеві методи машинного навчання передба-
чать навчання кількох слабких моделей для вирі-
шення одного завдання та їх об'єднання для отри-
мання кращих результатів. Реалізовані методи ансам-
блевого навчання включали в себе алгоритми бус-
тингу та беггінгу дерев рішень та ансамблеве нав-
чання з випадковою підмножиною ознак для дискри-
мінантного аналізу та методу k найближчих сусідів з 
кількістю моделей, що дорівнювала 30. 

III. РЕЗУЛЬТАТИ ТА ОБГОВОРЕННЯ 

У Таблиці 1 наведено порівняння ефективності  
застосування методів машинного навчання до задачі 
виявлення епізодів апное/гіпопное сну. Наведені зна-
чення відповідають загальному відсотку правильно 
визначених випадків для трьох класів. Також окремо 
в дужках вказується чутливість — відсоток прави-
льно визначених випадків для кожного класу  
«норма», «апное» та «гіпопное» (частка вірно визна-
чених об'єктів класу до загальної кількості об'єктів 
класу, помножена на 100%). Досліджуваний набір  
даних містить невелику кількість сигналів для нав-
чання (267 для класу “норма”, 258 для класу “апное” 
та 273 для класу “гіпопное”), тому доцільно застосо-
вувати підхід перехресної перевірки (кросвалідації) 
для оцінки точності класифікації, розділивши дані на 
5 частин та використовуючи 80% даних для навчання 
і 20% даних для тестування. На кожній з п’яти ітера-
цій чотири частини даних використовувалися для  
навчання, а одна використовувалася для тестування. 
Оскільки для тестування на різних ітераціях викори-
стовується кожна з п’яти частин даних, як результат 
ми оцінюємо середню точність класифікації методу 
машинного навчання. 

Перший вектор ознак, представлений у Таблиці 1, 
містить 25 параметрів варіабельності ритму серця, 
отриманих для послідовності RR інтералів, визначе-
ної за ЕКГ сигналом. У другому векторі ознак зали-
шено 9 параметрів ВРС, розподіли яких найменше  
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перекривалися для класів «норма», «апное» та «гіпо-
пное». Третій вектор ознак містить 13 параметрів, ро-
зрахованих за даними електричної активності  
мозку. Четвертий вектор ознак містить комбінацію 9 
параметрів ВРС та 13 параметрів ЕЕГ. 

Найкращі результати класифікації сигналів  
«норма», «апное» та «гіпопное» отримано для моделі, 
тренованої з використанням 25 параметрів ВРС та 
зваженого методу k найближчих сусідів: загальний 
відсоток правильно визначених випадків для всіх 
трьох класів склав 99,9% (797 правильно визначених 
випадків з 798, 1 сигнал з класу «гіпопное» помил-
ково віднесено до класу «апное»). Всі інші класифі-
катори, наведені у Табл.1, також показали дуже  
високу ефективність розпізнавання сигналів за 25  
показниками ВРС, що свідчить про високу прогнос-
тичну цінність цього набору ознак до розпізнавання 
станів апное та гіпопное сну. 

При зменшенні кількості параметрів ВРС до 9 
найкращий результат машинного навчання досягнуто 
з використанням ансамблевого навчання, а саме  
беггінгу дерев рішень та 30 моделей у ансамблі: зага-
льний відсоток правильно визначених випадків для 
всіх трьох класів склав 99,4% (793 правильно визна-
чені випадки з 798, для класу «норма» правильно  
визначено 265 випадків з 267, для класу «апное» — 
257 випадків з 258, для класу «гіпопное» — 271 випа-
док з 273). 

Використання окремо взятих параметрів ЕЕГ  
у якості ознак для класифікації сигналів «норма», 
«апное» та «гіпопное» показало гірші результати по-
рівняно з окремо взятими параметрами ВРС. У цьому 
випадку найкращий результат машинного навчання 
досягнуто з використанням методу опорних векторів 
з квадратичною функцією ядра: загальний відсоток 
правильно визначених випадків для всіх трьох класів 
склав 91,9% (733 правильно визначені випадки з 798, 
для класу «норма» правильно визначено 231 випадок 
з 267, для класу «апное» — 253 випадки з 258, для 
класу «гіпопное» — 249 випадків з 273). При цьому 
найгірше розпізнавалися сигнали, що відповідали 

стану норми і у 27 випадках їх було віднесено до 
стану гіпопное, а у 9 випадках – до стану апное сну.  

Комбінація параметрів ВРС та ЕЕГ дала найкращу 
точність 99.1%, але результати порівняні з викорис-
танням лише окремо взятих параметрів ВРС.  

Отримані результати свідчать про те, що параме-
три ВРС дають змогу розпізнати апное та гіпопное 
сну з вищою точністю, ніж параметри ЕЕГ. Але про-
ведені нами дослідження показали, що безсумнівно 
сигнал ЕЕГ відображає ознаки апное сну і параметри 
знайдені за відношенням потужностей ритмів ЕЕГ, 
показником Херста, фрактальною розмірністю Хігучі 
і ентропією вибірки для досліджуваних ЕЕГ сигналів 
можуть використовуватися для визначення апное сну 
окремо чи комбіновано з параметрами ВРС.  

Напрямком наших подальших досліджень є дослі-
дження зв’язку між стадіями сну та станами  
апноє/гіпопное сну за даними ЕЕГ. 

ВИСНОВКИ 

Кількісний аналіз послідовності RR інтервалів  
у часовій та частотній областях, а також у спектра-
льно-часовій області та з використанням вейвлет-ана-
лізу, дозволив відібрати ознаки для розпізнавання 
епізодів апное сну за даними ЕКГ сигналу. Найкра-
щий результат класифікації сигналів «норма»,  
«апное» та «гіпопное» отримано для моделі, натрено-
ваної з використанням 25 параметрів ВРС — 797 пра-
вильно визначених випадків з 798. Зменшення кіль-
кості параметрів до 9, розподіли яких найменше  
перекривались для розглянутих класів, також дозво-
лило отримати гарний результат розпізнавання станів 
апное/ гіпопное сну — 733 правильно визначені випа-
дки з 798.  

В роботі також проаналізовано ефективність  
використання параметрів ЕЕГ сигналу для розпізна-
вання апное. І хоча результати поступаються резуль-
татам, отриманим за допомогою параметрів ВРС, 
91,9% сигналів було класифіковано вірно за даними 
ЕЕГ, що підтверджує реакцію мозку на тривалі диха-
льні паузи протягом сну. 
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Abstract — The article is devoted to the application of machine learning methods for computerized detection of sleep 
apnea episodes based on the analysis of single-channel signals of the electrocardiogram (ECG) and electroencephalogram 
(EEG). To study the possibilities of machine learning to detect apnea based on ECG and EEG analysis, we used Apnea-ECG 
database and MIT-BIH polysomnographic database from PhysioNet, which contain annotations to each minute of records 
indicating the presence or absence of apnea/hypopnea at the current time. In order to apply machine learning methods to 
the problem of automated detection of sleep apnea/hypopnea episodes in ECG and EEG signals, long-term polysomnograms 
available in MIT-BIH polysomnographic database were segmented according to annotations into shorter sections lasting  
30 seconds each. The study used 267 segments lasting 30 seconds for the class "norm", 258 segments for the class "apnea" 
and 273 segments for the class "hypopnea", a total of 798 simultaneous ECG and EEG recordings. 

The aim of this work is to identify and compare informative signs of sleep apnea episodes in terms of heart rate variability 
(HRV) and brain electrical activity, as well as the choice of classification methods that provide the highest accuracy for this 
task. Features of cardiorhythmograms in time and frequency domains, spectral-temporal and wavelet characteristics, as 
well as parameters of EEG signals based on energy ratio of EEG rhythms, Hearst index, Higuchi fractal dimension and 
sample entropy for EEG signals are considered. Using different sets of features, the accuracy of classifiers based on decision 
trees, discriminant analysis, support vector machines, k-nearest neighbor method, and ensemble training was determined. 
Based on this, combination of features and classifiers is proposed, which provides the highest accuracy of recognition of 
sleep apnea episodes according to single-channel ECG and EEG signals, taken separately and in the case of a combination 
of their features.  

The best results of classification of signals "norm", "apnea" and "hypopnea" were obtained for the model trained using 
weighted method k nearest neighbors with 25 features of HRV: the total percentage of correctly identified cases for three 
classes was 99.9% (797 correctly identified cases of 798). By reducing the number of HRV parameters to 9, the best machine 
learning result was achieved using the bagging ensemble algorithm with 30 decision trees: the total percentage of correctly 
identified cases for all three classes was 99.4% (793 correctly identified cases from 798: for "norm" — 265 cases from 267, 
for "apnea" — 257 cases from 258, for "hypopnea" — 271 cases from 273). The use of EEG parameters as features for 
apnea/hypopnea recognition showed worse results compared to HRV parameters. In this case, the best result of machine 
learning was achieved using support vector machines with quadratic kernel function: the total percentage of correctly iden-
tified cases for three classes was 91.9% and the signals corresponding to norm were most badly recognized (27 cases were 
classified as hypopnea, and in 9 cases — as sleep apnea). The combination of HRV and EEG parameters gave the best 
accuracy of 99.1%, but the results are comparable to using only HRV parameters. The obtained results indicate that HRV 
parameters allow recognizing sleep apnea and hypopnea with higher accuracy than EEG parameters, but EEG signal  
undoubtedly reflects signs of sleep apnea/hypopnea and also can be used for apnea recognition. 

Keywords — sleep apnea and hypopnea; heart and brain electrical activity; heart rate variability; spectral analysis; spectral-
temporal analysis; wavelet analysis; fractal analysis; entropy; classification; machine learning. 


