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Resumen: Los primeros cinco centímetros del suelo forman una interfaz donde se producen los principales intercam-
bios de flujos de calor entre la superficie terrestre y la atmósfera. La teledetección ha demostrado ser una excelente 
herramienta para el seguimiento de datos espacial y temporalmente distribuidos de las características sobresalientes 
de la superficie terrestre, incluidos los parámetros del suelo. Los sensores de microondas activos (Synthetic Aperture 
Radar - SAR) ofrecen la posibilidad de monitorizar la humedad de suelo (HS) a escala global, regional y local, mediante 
la modelación de los procesos involucrados. Diversos algoritmos de inversión han sido desarrollados para derivar 
información geofísica, como HS, a partir de información SAR. Muchos de ellos utilizan modelos electromagnéticos 
para simular el coeficiente de retrodispersión y se basan en  técnicas estadísticas tales como redes neuronales, mé-
todos de inversión y modelos de regresión. Estudios recientes han demostrado que las técnicas simples de regresión 
múltiple arrojan resultados aceptables. Las variables geofísicas implicadas en estas metodologías son descriptivas 
de la estructura del suelo, las características de las microondas y la cobertura del suelo. Por esto, en este trabajo se 
propone desarrollar un modelo de regresión lineal múltiple para estimar HS en zonas de llanura combinando datos de 
la misión satelital TerraSAR-X y datos de una estación meteorológica. La modelación propuesta involucra las variables 
hidrológicas que caracterizan las zonas de llanura, donde los movimientos verticales de agua en el suelo predominan 
sobre el escurrimiento horizontal. Los resultados obtenidos muestran que la retrodispersión, la precipitación y la hu-
medad relativa del aire son las variables explicativas de HS. El modelo obtenido arrojó un RMSE de 5,4 y un R2 de 0,6. 

Palabras clave: humedad de suelo, regresión múltiple, TerraSAR-X.

Soil moisture estimation using multi linear regression with terraSAR-X data
Abstract: The first five centimeters of soil form an interface where the main heat fluxes exchanges between the land 
surface and the atmosphere occur. Besides ground measurements, remote sensing has proven to be an excellent tool 
for the monitoring of spatial and temporal distributed data of the most relevant Earth surface parameters including 
soil’s parameters. Indeed, active microwave sensors (Synthetic Aperture Radar - SAR) offer the opportunity to monitor 
soil moisture (HS) at global, regional and local scales by monitoring involved processes. Several inversion algorithms, 
that derive geophysical information as HS from SAR data, were developed. Many of them use electromagnetic models 
for simulating the backscattering coefficient and are based on statistical techniques, such as neural networks, inver-
sion methods and regression models. Recent studies have shown that simple multiple regression techniques yield 
satisfactory results. The involved geophysical variables in these methodologies are descriptive of the soil structure, 
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1. Introducción

La gestión del agua y la producción agrícola re-
quieren de estimaciones de media-alta resolución 
espacial (10-100 m) de la humedad del suelo 
(HS) (Ranney et al., 2015). Burt y Butcher (1985) 
establecieron la primera relación entre HS y di-
ferentes factores topográficos que controlan su 
variabilidad. Posteriormente, varios autores estu-
diaron relaciones similares, por ejemplo Grayson 
et al., (1997), Western et al., (1999), Brocca et al., 
(2006). Otros estudios relacionaron la variabili-
dad espacial de la HS con las variaciones de las 
propiedades del suelo, incluyendo la porosidad, la 
conductividad hidráulica, la textura y la profundi-
dad del suelo (Tromp-van Meerveld et al., 2006; 
Takagi y Li, 2011; Martínez-García et al., 2014). 
Qiu et al. (2010) analizaron la relación entre los 
principales atributos ambientales y la HS, y de-
sarrollaron diferentes métodos de regresión lineal 
múltiple. Recientemente, Ranney et al. (2015) ge-
neralizaron el modelo Equilibrium Moisture from 
Topography (EMT) incluyendo información de la 
variación espacial de la vegetación.

Los datos remotamente obtenidos con sensores 
de microondas activos y pasivos han probado ser 
los mejores instrumentos para cuantificar la HS en 
los primeros 5 cm de suelo (Engman y Chauman, 
1995). 

La tecnología Synthetic Aperture  Radar (SAR) ha 
evolucionado en los últimos diez años y hoy en 
día se dispone de información satelital de sensores 
con diferentes frecuencias. Los sistemas SAR 
montados en satélites ERS-1, ERS-2, ENVISAT, 
Sentinel-1, RADARSAT-1 y 2 operaban sólo 
en la banda C (5 cm), que es afectada por la 
rugosidad del suelo, sobre todo por la cobertura 
vegetal (Paloscia et al., 2008). Por otra parte 
TerraSAR-X y Cosmo-SkyMed, provee informa-
ción en banda X (3 cm), que poseería sensibilidad 
a la humedad de suelo (HS) equivalente a la de la 
banda C (Baghdadi et al., 2008; Baghdadi et al., 

2012). En los últimos años se ha puesto énfasis en 
los sistemas SAR en banda L (1.4 Ghz-20 cm), por 
ejemplo las misiones ALOS-PALSAR, actualmen-
te ALOS-2. Esta tendencia continúa con la misión 
SMAP (lanzada en 2015) y futuras misiones como 
SAOCOM (fecha de lanzamiento 2016).

Los datos obtenidos con sensores SAR han sido 
utilizados para determinar HS con modelos de di-
ferente naturaleza (Shi et al., 1997; Dubois et al., 
1995). Estos se pueden clasificar en modelos 
semiempíricos y empíricos, teóricos, numéricos y 
analíticos de la retrodispersión  tal como se detalla 
en Kornelsen y Coulibaly (2013). 

Las metodologías propuestas para la estimación 
de HS a partir de imágenes SAR pueden agruparse 
según las condiciones de aplicabilidad y sus pro-
piedades intrínsecas. Para condiciones de ausencia 
de vegetación, es decir suelos desnudos, se han 
desarrollado tanto modelos semiempíricos como 
el de Oh et al. (1992) y el de Dubois et al. (1995), 
modelos electromagnéticos de base física como el 
modelo Integral Equation Method (IEM) (Fung 
et al., 1992; Fung, 1994), Geometrical Optics 
Model (GOM) y el modelo Small Perturbation 
Model (SPM) (Ulaby et al., 1982), así como tam-
bién modelos empíricos basados en técnicas de 
detección de cambios (Lievens y Verhoest, 2012; 
Balenzano et al., 2012) o los basados en métodos 
estadísticos. 

Entre los métodos estadísticos desarrollados, se 
pueden mencionar los métodos de inteligencia 
computacional como redes neuronales (Said et al., 
2008; Ahmad et al., 2010; Paloscia et al., 2010; 
Kseneman et al., 2012) y máquinas de soporte 
vectorial (Pasolli et al., 2011, 2012) y por otro 
lado, los métodos bayesianos (Mattia et al., 2006; 
Notarnicola et al., 2008; Paloscia et al., 2008; 
Pierdicca et al., 2014).

La mayoría de estos modelos han sido utilizados en 
regiones con terrenos de pendientes moderadas a 
pronunciadas, donde los movimientos horizontales 

microwave characteristics and land use. Therefore, in this paper we aim at developing a multiple linear regression 
model to estimate HS on flat agricultural regions using TerraSAR-X satellite data and data from a ground weather 
station.  The results show that the backscatter, the precipitation and the relative humidity are the explanatory variables 
of HS. The results obtained presented a RMSE of 5.4 and a R2 of about 0.6.

Key words: soil moisture, multiple regression, TerraSAR-X.
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del agua dominan la variabilidad de HS (Forte Lay 
et al., 2008). Los estudios que han estimado HS 
para zonas de llanuras, relacionan la variabilidad 
de la misma con parámetros que caracterizan el 
suelo, pero no representan los movimientos ver-
ticales del agua, que dan origen a las variaciones 
de HS en estos ambientes. Por ejemplo, Ranney 
et al. (2015) describen que la influencia de las 
propiedades del suelo puede ser mayor durante 
condiciones húmedas. Estos autores estudiaron la 
cuenca Tarrawarra en Australia, donde los movi-
mientos laterales del agua controlan los patrones 
de HS durante la humidificación. Sin embargo, 
durante los periodos secos, los flujos verticales 
controlan la HS y el índice de radiación solar 
potencial queda estrechamente asociado con los 
patrones de HS. Paloscia et al. (2008) estudiaron 
diferentes modelos para estimar HS a partir de la 
retrodispersión del sensor ENVISAT/ASAR en 
una llanura de Italia. Los autores aplicaron redes 
neuronales y métodos basados en el teorema de 
Bayes utilizando la relación entre la retrodisper-
sión y HS.

En este trabajo se propone aplicar un método 
simple de regresión lineal múltiple (RLM) para 
estimar la variación de HS en zonas de llanuras 
no solo a partir de la retrodispersión (σo) sino tam-
bién de datos meteorológicos que representen la 
variabilidad de HS. En la llanura, el escurrimiento 
lateral del agua es despreciable frente a los flujos 
verticales representados por la precipitación –eva-
potranspiración. Por esto, se propone explicar la 
variabilidad de la HS con variables tales como la 
precipitación, la temperatura del aire y del suelo, y 
la humedad relativa del aire.

2. Métodos

El método propuesto para estimar la HS a partir 
de información SAR es el método estadístico de 
RLM, con el que se ajusta una función lineal a un 
conjunto de variables independientes (Xi) aproxi-
mando la variable dependiente (Y ). El objetivo de 
este método es calcular los valores de los coefi-
cientes (βi) de la siguiente ecuación:
Y=β0+β1×X1+β2×X2+…+βp×Xp+ε (1)

Para estimar βi se utiliza el método de mínimos 
cuadrados y se define el error como suma de las 
diferencias al cuadrado (Helsel y Hirsch, 2002).

El modelo de regresión antes detallado requiere 
que las variables de entrada sean explicativas de 
la variable de salida, y además, que cada una de 
las variables de entrada incorpore información 
diferente. Por ello, primero se analiza si existe sig-
nificación estadística de las variables de entrada. 
Entonces, se calcula el estadístico-t para todos los 
coeficientes y luego se contrasta con el valor de t 
por tabla, obtenido según los grados de libertad 
que tenga el bloque de datos a utilizar (Downing 
y Clark, 1997). Otro estadístico que describe la 
significancia de las variables independientes es 
el p-valor que determina si se acepta la hipótesis 
planteada (Weisberg, 2005).

Posteriormente, una vez seleccionadas las 
variables de entrada representativas del com-
portamiento de la variable de salida, se analiza 
la multicolinealidad entre ellas. Para detectar el 
tipo de multicolinealidad, se utiliza el Factor de 
Inflación de la Varianza (FIV) (Harrell, 2001; Fox, 
2002). Si las variables de entrada no son redun-
dantes, entonces FIV es igual a 1 (Glantz y Slinker, 
1990). Valores de FIV mayores que 4 sugieren la 
existencia de multicolinealidad, y valores mayores 
que 10 indican la existencia de multicolinealidad 
grave (Montgomery y Peck, 1992; Fox, 2002; 
Cohen et al., 2003). Otros autores sugieren que el 
límite del FIV es 5-10 (Marquardt, 1970).

Para llevar a cabo el análisis del modelo se utiliza 
el coeficiente de determinación múltiple R2 que re-
presenta la proporción de la variación de los datos 
explicada por el modelo. 

3. Área de estudio y datos

3.1. Área de estudio

El área de estudio se ubica en la Provincia de 
Santa Fe, Argentina, con centro en la localidad de 
Ataliva (Figura 1). Esta provincia integra la región 
agrícola-ganadera e industrial de Argentina, que 
concentra gran parte de la actividad del sector y 
de la población del país. Desde el punto de vista 
climático, la zona de estudio se caracteriza por 
un clima templado pampeano; la isoterma media 
anual es de 18°C y la precipitación media anual 
es de 950 mm. Las precipitaciones se concentran 
en el semestre noviembre–abril, con un 75% del 
total anual. Los suelos de la zona pertenecen a 
asociaciones de Argiudoles Típicos. La localidad 
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de Ataliva se caracteriza fundamentalmente por la 
producción agrícola y tambera, y en menor medi-
da por la ganadera. Los principales cultivos son 
soja, maíz y alfalfa.

Se trata de una zona de llanura, de suave pendiente, 
en la que en épocas normales, los flujos verticales 
de agua predominan sobre los horizontales.

Figura 1. Ubicación del área de estudio, centrada en la lo-
calidad de Ataliva (30°59’45,8”S; 61°25’55,5”O), Provin-
cia de Santa Fe, Argentina.

3.2. Datos
Los valores de HS corresponden a los días 
03/09/2012, 14/09/2012, 25/09/2012, 30/11/2012,  
22/04/2013 y 14/05/2013, fechas en las que se 
extrajeron muestras de suelo a una profundidad de 
3-5 cm para análisis gravimétrico en laboratorio. 
En cada fecha se muestrearon en promedio 10 par-
celas cuyos tamaños varían entre 1,5 y 40 ha, 
resultando 63 registros. Mayor información de las 
campañas está disponible en Brogioni et al. (2014).

Durante las campañas se identificaron los siguien-
tes tipos de cobertura: rastrojo (soja, sorgo, maíz, 
trigo), barbecho, pastos (verdeo, alfalfa). Algunos 
campos se encontraban arados y otros sembrados 
con soja en diferentes estados fenológicos.
Como variables de entrada al método RLM se 
utilizó la información que se detalla a continua-
ción: por un lado se trabajó con imágenes del 
satélite TerraSAR-X que posee un sensor SAR en 
la longitud de onda X de 31 mm. Los productos 
adquiridos son en modo single look Stripmap 
en polarización HH, con ángulo de incidencia 
del centro de la escena de 24° y fecha de adqui-
sición coincidente con los datos de campo. Las 

imágenes fueron pre-procesadas con el software 
Sarmap-SarScape©: primero se les aplicó la ope-
ración de Multilooking (5 [Azimuth]×5 [Range]) 
para reducir el ruido (Speckle); luego, se realizó 
la geocodificación de la información utilizando 
el sistema de referencia POSGAR junto con la 
calibración radiométrica de la retrodispersión 
mediante el uso de datos de elevación obteni-
dos del DEM SRTM4 (resolución plana 90 m). 
Finalmente, cada imagen fue remuestreada a un 
pixel de dimensión 10 m utilizando el método 
convolución cúbica, obteniendo de esta manera σo. 
La calidad de la geocodificación fue comprobada 
mediante la superposición de cada escena SAR 
preprocesada con una imagen Landsat 7, común-
mente utilizada como referencia para el chequeo 
de geocodificación.
Otra variable de entrada fue el Índice de Vegetación 
Normalizado (NDVI), obtenido a partir del sen-
sor MODIS a bordo de la misión satelital Terra 
(EOS AM-1), el cual proporciona cada 16 días el 
producto MOD13A1 que posee el índice de vege-
tación con una resolución espacial de 500 m.
La única estación meteorológica con datos uti-
lizables se encuentra en la localidad de Rafaela, 
Santa Fe, perteneciente a la red de estaciones ex-
perimentales agropecuarias del Instituto Nacional 
de Tecnología Agropecuaria (INTA). Rafaela está 
aproximadamente a 32 km al sur de Ataliva, por 
lo que previo a su utilización se verificó la homo-
geneidad de las precipitaciones medias mensuales 
en la zona mediante la base de datos CRU-TS 
3.2 (Krepper y Venturini, 2009).
Los datos meteorológicos utilizados fueron pre-
cipitación (PP), temperatura del aire (Ta) y suelo 
(Ts) y la humedad relativa del aire (HR), las cua-
les fueron pre-procesadas para obtener valores 
acumulados para el caso de la precipitación y 
valores promedio para las restantes variables. Se 
utilizó una ventana de 7 días previos a la fecha 
de las muestras. En la tabla 1 se presenta la dis-
tribución temporal de las imágenes satelitales de 
TerraSAR-X y MODIS. 
Todas estas variables de entrada fueron analizadas 
para comprobar su influencia sobre la variable de-
pendiente, HS expresada en % gravimétrico, como 
así también la influencia de cada variable indepen-
diente sobre las demás. El objetivo es que cada 
variable independiente posea una fuerte influencia 
sobre HS pero casi nula en las demás.
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4. Resultados

Las variables de entrada obtenidas para el área de 
estudio fueron: σo (dB), NDVI, PP (mm), Ta (°C), 
Ts (°C) y HR (%). Un análisis teórico previo de 
las variables, puso en manifiesto la relación que 
existen entre Ta y Ts (Parton, 1984). Para evitar 
problemas de colinealidad entre estas variables, 
se decidió tomar el diferencial de temperatura 
(ΔT=Ta–Ts). 

Con el conjunto de datos de las variables σo, NDVI, 
PP, ΔT y HR, se generó un modelo completo con 
un R2 de 0,631. Luego, en base a los estadísticos se 
discriminaron las variables menos significativas. 
En la tabla 2 se presentan los coeficientes de las 
variables explicativas, error estándar, estadístico-t 
y p-valor para cada una de las variables expli-
cativas. El modelo final contiene las siguientes 
variables σo, PP y HR arrojando un R2 de 0,630. 

El movimiento vertical del agua en el sistema 
suelo - atmósfera ocurre de manera espontánea 
por gradientes de energía desde el suelo al aire 
circundante. El flujo de calor latente, que repre-
senta la evapotranspiración (ET), al igual que el 
flujo de calor sensible, que representa el aumento 
de Ts, dependen de los gradientes de humedad. 
La incorporación de vapor de agua en el aire es 
dependiente del calor latente o ET y está cuantifi-
cado mediante HR. De esta manera se relaciona la 
HS con HR y la pérdida vertical de agua debida a 
la ET y se explicaría por qué el método seleccionó 
esta variable.

Una vez establecido el modelo, se continuó con 
el análisis de multicolinealidad mediante el pará-
metro FIV. Las variables PP, HR y σo presentan 

valores de FIV similares siendo 1,045, 1,074 y 
1,075, respectivamente. 

Posteriormente, con las variables se procedió a 
calcular los coeficientes del modelo final. Para 
esto se determinó la cantidad óptima de datos para 
entrenar y validar el modelo mediante el análisis 
del error de entrenamiento y el error verdadero de 
predicción. El error de entrenamiento se obtiene 
comparando los valores simulados con los datos 
de HS utilizados para obtener los coeficientes de 
la regresión; mientras que el error verdadero es 
el error de validación, es decir contrastando las 
simulaciones obtenidas con datos no utilizados 
para definir el modelo. Por consiguiente se fue va-
riando la cantidad de datos utilizados para estimar 
los coeficientes y los errores mencionados a fin de 
obtener un porcentaje óptimo de datos para cada 
proceso.

Por esto el entrenamiento, es decir el cálculo de 
los coeficientes, se realizó con 30% de los datos 
(18 registros) y el 70% restante se utilizó para 
realizar la validación del mismo. Los coeficientes 
de determinación de entrenamiento y validación 
fueron 0,65 y 0,60 respectivamente, siendo el 
RMSE de entrenamiento igual a 5,68 mientras que 
el de validación fue de 5,41.

Finalmente, el modelo queda estructurado como 
sigue:
Ŷ= –36,744+1,426×σ0+6,655×PP+0,667×HR (2)

Con esta ecuación se podrían estimar los valores 
de HS en la zona en estudio, utilizando informa-
ción meteorológica y SAR en banda X. 

Tabla 1. Inventario de las imágenes y los datos de campo utilizados

Fecha SAR 3/9/2012 14/09/2012 25/09/2012 30/11/2012 22/04/2013 14/05/2013
Fecha  NDVI 28/08/2012 13/09/2012 29/09/2012 2/12/2012 23/04/2013 9/5/2013

Tabla 2. Análisis de las variables.

Parámetro Coeficiente Error Estándar Estadístico-t p-valor
Constante –24,6724 11,022 –2,238 0,029

Retrodispersión 1,8289 0,529 3,456 0,001

Precipitación 6,6740 0,840 7,943 0,000

Humedad relativa del aire 0,5550 0,114 4,871 0,000
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Posteriormente se efectuó un análisis del aporte 
que cada variable per se hace a la dinámica de 
HS. Se muestra que el ingreso o egreso de agua 
solamente no explican la HS, por el contrario es 
necesario representar ambos procesos simultá-
neamente. De este modo, en el primer análisis se 
consideró solo los valores de σo como variable de 
entrada. Se obtuvo un RMSE igual a 7,68 [que 
representa 19,7% del valor de HS máximo] 
(Figura 2) y un R2 igual a 0,201. Esto demuestra 
que retrodispersión es una variable significativa, 
pero no explica HS por si sola.

En el segundo análisis se agregó la variable PP. 
El error se redujo a RMSE=6,48 [16,62% de HS 
máx.] (Figura 3) y un R2 igual a 0,431. Sin duda 
la precipitación introduce información sustancial 
pero sigue siendo insuficiente.

Por último se validó el modelo con todas las va-
riables. En este caso, el contraste con los datos de 
campo arroja un RMSE=5,41 [13,89% del valor 
de HS máx.] y un R2 igual a 0,603 (Figura 4).

Utilizando HR, el RMSE se reduce y además el 
R2 mejora considerablemente. 

5. Discusión 

La retrodispersión depende de variables tales 
como ángulo de incidencia, rugosidad, textura y 
humedad de la superficie. Por esto, tradicional-
mente se obtiene HS mediante la inversión de los 
modelos de retrodispersión, y no con las variables 
climáticas que afectan la HS. En el caso del mo-
delo propuesto, la retrodispersión es la variable 
que representa las propiedades físicas del suelo, 
mientras que las otras variables están relacionadas 
con la dinámica de HS. 

El estudio de la colinealidad a través de métodos 
estadísticos objetivos es fundamental para evaluar 
la relación entre las variables que describen los 
procesos físicos asociados a HS. Si bien la utili-
zación de transformaciones de las variables para 
eliminar la colinealidad es muy común, en este 
trabajo se evitaron para poder verificar la robustez 
de la hipótesis planteada. Se hicieron varias prue-
bas, entre las que se consideró Ta, Ts, NDVI, HR, 
y PP. La Ta y Ts no son suficientemente significa-
tivas por lo que se consideró utilizar la diferencia 
DT=(Ts–Ta). La diferencia de temperaturas genera 
movimientos verticales de humedad entre el suelo 

Figura 2. Modelo RLM con Retrodispersión.

Figura 3. Modelo RLM con Retrodispersión+Precipitación.

Figura 4. Modelo RLM Retrodispersión + Precipitación + 
Humedad relativa del aire.



ASOCIACIÓN ESPAÑOLA DE TELEDETECCIÓN

Determinación de la humedad de suelo mediante regresión lineal múltiple con datos TerraSAR-X

79

y el aire. Por otra parte la evaporación está rela-
cionada a la radiación neta y a la tensión de vapor 
del agua, que depende de la HR y de DT.  Por esto 
se especulaba que DT quedaría seleccionada en 
el modelo dado que su relación física con ET y 
HS está bien documentada, sin embargo esto no 
ocurrió.

El NDVI fue descartado del conjunto de entrada 
por no ser una variable explicativa, probablemente 
por la diferencia en las fechas de los datos de SAR 
y las imágenes de NDVI. Aunque los datos fueron 
registrados en parcelas sin vegetación activa, se 
observaron rastrojos de diferentes cultivos. Si bien 
el NDVI es una variable cuasi-estable en 15 días 
es posible que las fechas de muestreo estén entre 
periodos de cosecha o siembra.

Estadísticamente hablando, la importancia relati-
va de las variables está dada por el estadístico-t, 
que asigna el mayor valor a σo, seguido por la PP 
y por último HR.

Los valores de RMSE que arrojó el modelo son 
comparables con los publicados con el radar 
TRMMPR (Puri et al., 2011). Kseneman et al. 
(2012) aplican un modelo de redes neuronales 
para obtener HS con imágenes de TerraSarX re-
portando valores de RMSE de 13. Baghdadi et al. 
(2012) utilizando imágenes TerraSarX con dife-
rentes ángulos de observación obtienen errores 
RMSE de aproximadamente 4.

6. Conclusiones

En este trabajo se presentaron resultados preli-
minares de la aplicación del método de regresión 
lineal múltiple utilizando como variables de entra-
da imágenes TerraSAR-X y datos meteorológicos 
registrados en una región llana, donde los movi-
mientos predominantes del agua son verticales. 

Se enfatiza que el método selecciona las variables 
que representan la entrada y salida de agua al 
sistema. La entrada de agua queda incorporada 
por PP y la pérdida de agua por HR, que está 
directamente relacionada a ET, mientras que la 
retrodispersión de la onda X aporta el efecto de la 
rugosidad del suelo. 

Se debe destacar que los datos meteorológicos, 
podrían estar subestimando la variabilidad cli-
mática de la zona en estudio. El análisis de esta 
información indicaría que, de disponer una mayor 

distribución espacial de la precipitación, tempera-
tura del aire y humedad relativa así como también 
de un mejor índice de verdor, los resultados me-
jorarían. Sin embargo en este trabajo se muestra 
que es factible construir un modelo, aplicando un 
principio hidrológico simple a las imágenes SAR, 
que representa la dinámica de la HS en zonas de 
llanuras. Actualmente, se comenzó a explorar el 
método con nuevas misiones SAR cuyas longitu-
des de onda son más sensibles a HS y con mejor 
distribución de los datos meteorológicos. 

Por otra parte, es necesario realizar un análisis 
más profundo de las características de los rastrojos 
en relación con el NDVI y de la representatividad 
de dicho índice en HS. Como así también debe 
investigarse la influencia de la variable DT en HS 
ya que están físicamente relacionadas, sin embar-
go en este trabajo DT no fue seleccionada como 
variable de entrada al modelo.
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