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La inteligencia artificial (IA), en particular el aprendizaje 
automático, desempeña, cada vez más, un papel fundamen-
tal en la reducción de riesgos de desastre (RRD), desde la 
predicción de fenómenos extremos y el desarrollo de mapas 
de peligro hasta la detección de episodios en tiempo real y 
la aportación de conocimiento de la situación y apoyo a la 
toma de decisiones, entre otras funciones. Todo ello plantea 
múltiples cuestiones: ¿qué oportunidades presenta la IA?, 
¿cuáles son los retos?, ¿cómo se pueden abordar los retos 
y beneficiarse de las oportunidades? Y, ¿cómo se puede usar 
la IA para suministrar información importante a las instan-
cias decisorias, los grupos de interés y la población general 
para reducir los riesgos de desastre? Para darse cuenta del 
potencial de la IA en la RRD y articular una estrategia de 
inteligencia artificial para esta RRD, se deben abordar estas 
preguntas y forjar alianzas que impulsen la IA en la RRD.

La IA y su uso en la RRD

La IA se refiere a las tecnologías que emulan o, incluso, 
superan la inteligencia humana en la realización de ciertas 
tareas. El aprendizaje automático, que es un subgrupo de 
la IA que incluye el aprendizaje supervisado (p. ej., bosque 
aleatorio o árbol de decisión), no supervisado (p. ej., K-me-
dias) o por refuerzo (p. ej., proceso de decisión de Markov), 
puede simplificarse como análisis de datos llevados a cabo 
por algoritmos que, en esencia, aprenden de los datos para 
hacer clasificaciones o predicciones. Los métodos de IA 
ofrecen nuevas oportunidades para aplicaciones como, por 
ejemplo, el procesamiento previo de los datos procedentes 
de la observación así como el posprocesamiento de las 
salidas de los modelos numéricos de predicción. El potencial 

metodológico se ve reforzado por las nuevas tecnologías 
de procesadores que facilitan el tratamiento de datos en 
paralelo y de alto rendimiento.

En general, el rendimiento del aprendizaje automático para 
abordar una tarea dada está basado en la disponibilidad 
de datos de calidad y en la selección apropiada de una 
arquitectura de modelos. A través de la teledetección 
(desde satélites, drones, etc.), redes instrumentales (me-
teorológica, hidrometeorológica, de estaciones sísmicas, 
etc.) y la colaboración abierta, la base de datos de obser-
vación de la Tierra ha crecido inmensamente. Asimismo, 
las arquitecturas de modelos están refinándose constan-
temente. Por consiguiente, se espera que el aprendizaje 
automático gane protagonismo en las aplicaciones de RRD 
(Sun y otros, 2020). Por ejemplo, un estudio preliminar de 
la documentación reciente (2018-2021) muestra que los 
enfoques de aprendizaje automático se están utilizando 
para mejorar los sistemas de alerta temprana y para ayu-
dar a generar mapas de riesgos y vulnerabilidad a través 
de la detección y la predicción, impulsadas por este apren-
dizaje, de varios tipos de peligros naturales (véase la fi-
gura 1, hay que tener en cuenta que este estudio excluye 
la investigación que se centra únicamente en el desarrollo 
de métodos, pero que no tiene como objetivo la futura 
aplicación de RRD).

Este estudio preliminar pone claramente de manifiesto que 
los métodos de IA se están aplicando para ayudar a mejo-
rar la gestión de los impactos de numerosos tipos de ries-
gos y desastres naturales. En los siguientes párrafos se 
presentan cuatro ejemplos específicos donde la IA se está 
implementando para dar apoyo a la RRD.
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En Georgia, el Programa de las Naciones Unidas para el 
Desarrollo (PNUD) está poniendo en marcha un sistema de 
alerta temprana de peligros múltiples (MHEWS) de ámbito 
nacional para ayudar a reducir el grado de exposición de 
la población, los medios de subsistencia y las infraestruc-
turas a los riesgos naturales meteorológicos y climáticos. 
Para su puesta en operación, este sistema requiere predic-
ciones precisas y mapas de riesgos de fenómenos convec-
tivos adversos (por ejemplo, granizo y vendavales). Sin 
embargo, elaborar tales productos es un reto, habida cuenta 
de la escasa cobertura de la red de observación in situ a lo 
largo del país. De esta forma, los expertos están empleando 
la IA para desarrollar una herramienta que pronostique la 
probabilidad de observar un fenómeno convectivo en un 
determinado día y en una localización dada, bajo unas 
condiciones meteorológicas y climáticas concretas. El mo-
delo de aprendizaje automático está capacitado para pre-
decir condiciones convectivas adversas, es decir, puede 
detectar qué días tienen un alto potencial de convección 
intensa que dé lugar a granizo o a vientos fuertes, combi-
nando la disponibilidad de las observaciones in situ con 
datos de la base de datos de fenómenos tormentosos de 
70 años de la Oficina Nacional de Administración Oceánica 
y Atmosférica (NOAA) y del conjunto de datos de reanálisis 
de 5ª generación (ERA5) del Centro Europeo de Previsiones 
Meteorológicas a Plazo Medio (ECMWF). Esta herramienta 
emplea datos históricos de regiones con abundantes ob-
servaciones para extrapolarlos a cualquier otra región del 
mundo cuya disponibilidad de observaciones es más limi-
tada, utilizando el aprendizaje por transferencia. Finalmente, 
se usa la reducción de escala para simular y analizar estos 
episodios con el modelo WRF (Weather Research and Fore-
casting) de predicción numérica del tiempo (Skamarock y 
otros, 2019) y los datos de ERA5. Todo ello ha demostrado 

un gran potencial para predecir episodios de tiempo vio-
lento por convección y para elaborar mapas de riesgos en 
Georgia, una región especialmente singular para la predic-
ción de granizo y fuertes vientos debido a su compleja 
orografía.

El segundo ejemplo, que se refiere a las crecidas repentinas, 
aprovecha también la IA para sobrellevar la limitación de 
observaciones. Las crecidas repentinas son particularmente 
peligrosas porque, por lo general, hay pocos o ningún aviso 
previo para impedir el desastre. Cuando tienen lugar estos 
episodios, para detectarlos es importante disponer de una 
red de sensores lo suficientemente densa como para vigilar 
y detectar cambios en el caudal o en el nivel del agua en 

Figura 1. Aplicación de la IA para detectar y predecir riesgos y desastres naturales obtenidos de un estudio preliminar de la 
literatura al respecto que abarca artículos publicados entre 2018 y 2021 con un enfoque en las aplicaciones (futuras) de la 
RRD. Estos resultados muestran una sobrerrepresentación de ciertos tipos de peligros naturales, en particular las crecidas, los 
terremotos y los deslizamientos de tierra.

Figura 2. Fotografía de una crecida repentina en Manzanillo 
(México) (Crédito: Ricardo Ursúa).
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toda la cuenca. En la cuenca del río Colima, en México, cuya 
elevación varía de 100 a 4 300 metros (m), las estaciones 
hidrológicas se complementan con una red de multisenso-
res compuesta por sensores RiverCore (para medir el nivel 
del agua y la humedad del suelo) y estaciones meteoroló-
gicas (Mendoza-Cano y otros, 2021; Ibarreche y otros, 2020; 
Moreno y otros, 2019). Los datos procedentes de la red se 
usan para preparar los modelos de aprendizaje automático, 
capaces de detectar crecidas repentinas (figura 2). Los re-
sultados obtenidos de estos modelos se comparan con los 
modelos hidrológicos/hidráulicos y se determinan los cri-
terios para evaluar su rendimiento, entre ellos: la exactitud 
general, el valor F y la relación intersección sobre unión. 
Debido al éxito del ejemplo del Colima, estos métodos se 
están extendiendo para detectar las inundaciones repenti-
nas en los túneles urbanos del área metropolitana de Gua-
dalajara.

El tercer ejemplo pone de manifiesto cómo la IA se puede 
usar en geodesia para detectar tsunamis y aminorar los 
problemas en relación con datos sensibles que trascienden 
más allá de las fronteras nacionales. La aplicación del pro-
cesamiento en tiempo real avanzado del Sistema mundial 
de navegación por satélite (GNSS) para el posicionamiento 
y la obtención de imágenes ionosféricas ofrece mejoras 
muy significativas para la alerta temprana de desastres por 
tsunami. El GNSS se usa en sismología para estudiar des-
plazamientos del suelo, así como para vigilar perturbaciones 
en el contenido total de electrones (TEC) de la ionosfera 
que comúnmente se dan en estos episodios. Hace diez años, 
cuando las costas del norte del Japón fueron golpeadas por 
el tsunami Tohoku, llevó varios días comprender la totalidad 
del desastre en su conjunto. Las observaciones de la Tierra, 
combinadas con la IA y el aprendizaje automático, se pue-
den usar para evaluar amenazas (Iglewicz y Hoaglin, 1993) 
y para prepararse con anticipación a fin de evaluar los 
impactos a medida que se desarrollan (tan solo 20 minutos 
después de la ocurrencia de un terremoto) (Carrano y Gro-
ves, 2009), y responder más rápidamente tras la catástrofe, 
para salvar vidas durante las operaciones de búsqueda y 
rescate (Martire y otros, 2021). Geodesy4Sendai, una acción 
comunitaria del Grupo de Observaciones de la Tierra (GEO) 
dirigida por la Asociación Internacional de Geodesia (AIG) 
y la Unión Internacional de Geodesia y Geofísica (UIGG), 
está participando en una nueva colaboración en materia de 
alerta temprana de tsunamis con la Unión Internacional de 
Telecomunicaciones (UIT), la Organización Meteorológica 
Mundial (OMM) y el Grupo focal sobre inteligencia artificial 
aplicada a la gestión de desastres naturales del Programa 
de las Naciones Unidas para el Medio Ambiente (PNUMA). 
En el seno del Grupo temático sobre IA para la mejora 
geodésica de la vigilancia y detección de tsunamis, los 
expertos han empezado a analizar las mejores prácticas 
relevantes en el uso de datos del GNSS (Astafyeva, 2019; 
Brissaud y Astafyeva, 2021). En particular, los expertos están 
explorando la fiabilidad del uso de la IA para procesar datos 
del GNSS en países donde la extracción de datos en tiempo 

real está prohibida por ley, y para crear protocolos de de-
sarrollo e intercambio de productos con permiso de expor-
tación obtenidos por la IA y sus métodos conexos. El grupo 
también está considerando el uso de tecnologías de comu-
nicación innovadoras para transmitir en tiempo real datos 
del GNSS a países o regiones con capacidad limitada de 
ancho de banda, donde el uso de la IA para compartir pro-
ductos descentralizados y derivados de los datos podría 
facilitar la transmisión de información para salvar vidas a 
través de una infraestructura de comunicaciones limitada. 
Tal esfuerzo sienta las bases para expandir el uso de esos 
métodos en países en vías de desarrollo que sufren el in-
cremento de amenazas por tsunamis, así como los impac-
tos del cambio climático, como el aumento del nivel del 
mar (Meng y otros, 2015).

El cuarto ejemplo explora cómo la IA puede usarse para 
ofrecer una comunicación eficaz en el caso de amenazas y 
desastres naturales; en concreto, cómo puede ayudar a los 
responsables a evaluar la gravedad del riesgo y priorizar 
cuándo y dónde responder. En la plataforma de información 
del riesgo de las operaciones, que aplica el procesamiento 
del lenguaje natural y el aprendizaje automático para visua-
lizar y comunicar riesgos múltiples en tiempo real y aseso-
rar en la toma de decisiones1, se introducen datos 
estructurados y no estructurados, como fuentes de alerta 
de riesgos, indicadores de vulnerabilidad, susceptibilidad 
y resiliencia, y nuevas fuentes. Como parte del programa 
de IBM Call for Code, que se llevó a cabo durante los hura-
canes Florence y Michael (otoño de 2018), se puso una 
plataforma de información del riesgo de las operaciones a 
disposición de las organizaciones sin ánimo de lucro com-
petentes en desastres naturales. Desde entonces, IBM y 
numerosas organizaciones no gubernamentales (ONG) se 
han asociado para mejorar y personalizar una plataforma 
orientada a los responsables de la respuesta frente a de-
sastres que, por ejemplo, suministra alertas personalizadas 
de huracanes y temporales, así como conjuntos de datos 
por capas para generar mapas superpuestos que ayudan a 
mejorar la conciencia situacional a las organizaciones Day 
One Relief, Good360 y Save the Childen2.

Retos para el uso de la IA en la RRD

Cuando se aplica la IA a la RRD, pueden surgir problemas 
en cualquier fase del ciclo de vida (figura 3): en los datos, 
en el desarrollo del modelo o en la fase de implementación 
operativa.

Durante la recopilación y el tratamiento de datos, es impor-
tante considerar: a) los sesgos en el ajuste y la prueba de 
las bases de datos; b) las nuevas tecnologías de IA 

1	 https://newsroom.ibm.com/ORI-nonprofits-disaster

2	 https://www.ednc.org/nonprofits-and-artificial-intelligen-
ce-join-forces-for-covid-19-relief/

https://www.itu.int/en/ITU-T/focusgroups/ai4ndm/Pages/default.aspx
https://www.itu.int/en/ITU-T/focusgroups/ai4ndm/Pages/default.aspx
https://dataplatform.cloud.ibm.com/analytics/notebooks/v2/f2ee8dbf-e6af-4b00-90ca-8f7fee77c377/view?access_token=d4693863655869cc552bf524b7e209f4ec9758df38647844040ea4a6d8f08881
https://dataplatform.cloud.ibm.com/analytics/notebooks/v2/f2ee8dbf-e6af-4b00-90ca-8f7fee77c377/view?access_token=d4693863655869cc552bf524b7e209f4ec9758df38647844040ea4a6d8f08881
https://newsroom.ibm.com/ORI-nonprofits-disaster
https://www.ednc.org/nonprofits-and-artificial-intelligence-join-forces-for-covid-19-relief/
https://www.ednc.org/nonprofits-and-artificial-intelligence-join-forces-for-covid-19-relief/
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distribuida dentro del dominio de datos y c) las cuestiones 
éticas. En términos de sesgos en el ajuste y la prueba de 
bases de datos, es importante asegurarse de que los datos 
están correctamente muestreados y de que todos los pa-
trones de los problemas en cuestión están suficientemente 
representados. Considérese, por ejemplo, el reto de cons-
truir un conjunto de datos representativo que contenga 
ejemplos de eventos extremos (que son, por naturaleza, 
excepcionales). También, imagínense los posibles costes 
del fallo en el suministro de los datos, por ejemplo, por 
predicciones erróneas o salidas sesgadas del modelo.

Una vez que hay seguridad de que los conjuntos de datos 
no están sesgados, se necesita también decidir cómo inte-
grar las nuevas tecnologías de IA distribuida dentro del 
dominio de datos. Las modificaciones estratégicas en la 
construcción de instrumentos espaciales como una multitud 

de pequeños satélites3 y la introducción de tecnologías 
informáticas vanguardistas (Nikos y otros, 2018) se han 
traducido en petabytes de datos. Dado que la IA se basa en 
la transmisión de datos y el cálculo de complejos algoritmos 
de aprendizaje automático, el procesamiento y la gestión 
de datos centralizados pueden plantear dificultades. En 
primer lugar, las aplicaciones de desastres en tiempo real 
requieren fuertes alianzas y el intercambio de datos entre 
países (recuérdese el ejemplo del tsunami; figura 4). Por 
otro lado, los algoritmos de aprendizaje automático frecuen-
temente se operan de modo centralizado, requiriendo que 
los datos de prueba se fusionen en servidores de datos. Un 
enfoque centralizado también puede presentar problemas 
adicionales, como riesgos de privacidad para datos perso-
nales y específicos del país. Además, el procesamiento y la 
gestión de datos centralizados pueden limitar la transpa-
rencia, lo que podría provocar una falta de confianza por 
parte de los usuarios finales, así como dificultades para 
cumplir la normativa (por ejemplo, el Reglamento general 
de protección de datos).

Otro problema asociado a los datos se vincula con las con-
sideraciones éticas, que se centran en cómo deberían im-
plementarse las herramientas de la IA desde el desarrollo 
hasta su implantación, asegurando, por ejemplo, que los 
sesgos socioeconómicos de los datos subyacentes no se 
propagan a través de los modelos desarrollados por el 
sistema. Estos principios se defienden para que los daños 
potenciales asociados a la IA, como la infrarrepresentación 
debido al sesgo (ya sea técnico o humano), puedan miti-
garse, si no eliminarse, y para que todos puedan obtener 
los beneficios de la IA, especialmente los más vulnerables 
a los impactos de las amenazas naturales4.

3	 https://www.nasa.gov/content/about-cubesat-launch-initiative

4	 https://www.worldbank.org/en/news/feature/2021/07/20/in-eu-
rope-and-central-asia-the-poor-lose-more-when-disaster-stri-
kes

Desarrollo de modelos

Las consideraciones incluyen el manejo de valores ausentes
en los datos de prueba, la formulación de problemas, la

selección del método de aprendizaje automático, los
criterios para evaluar el rendimiento y la fiabilidad.

Las oportunidades incluyen sistemas de detección en tiempo real
para avisos y sistemas de alerta temprana (véanse los ejemplos de

crecidas repentinas y tsunamis), predicciones y sistemas de trazado
de mapas de peligros (véase el ejemplo de y y
sistemas de toma de conciencia situacional y de apoyo a la toma de
decisiones (ejemplo de la plataforma de información del riesgo de

las operaciones).

granizo vendavales),

Implantación de modelos

Las consideraciones incluyen la custodia, la conservación, la
preparación, la anotación, la validación, la ética, la privacidad,

la propiedad de los datos y el código abierto.

Recopilación de datos

Figura 3. Esquema de los pasos fundamentales del ciclo de vida de la IA aplicada a la RRD.

Figura 4. La creación de modelos basados en la IA que 
pueden detectar ciertos fenómenos, como los tsunamis, 
puede verse dificultada por las limitaciones en la exportación 
de datos. Esta imagen muestra las consecuencias del 
tsunami de Tohoku de 2011 (Crédito: ArtwayPics, 
iStock: 510576834).

https://www.nasa.gov/content/about-cubesat-launch-initiative
https://www.worldbank.org/en/news/feature/2021/07/20/in-europe-and-central-asia-the-poor-lose-more-when-disaster-strikes
https://www.worldbank.org/en/news/feature/2021/07/20/in-europe-and-central-asia-the-poor-lose-more-when-disaster-strikes
https://www.worldbank.org/en/news/feature/2021/07/20/in-europe-and-central-asia-the-poor-lose-more-when-disaster-strikes
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Una vez que se ha conservado un conjunto de datos, tam-
bién hay que tener en cuenta los retos durante la fase de 
desarrollo del modelo. En este caso, hay que centrarse en 
las exigencias computacionales y la transparencia. Los 
modelos de IA tienden a basarse en estructuras complejas 
y, por consiguiente, pueden ser computacionalmente cos-
tosos de probar. Por ejemplo, el modelo VGG16 (Simonyan 
y Zisserman, 2015), que se utiliza para la clasificación de 
imágenes, tiene aproximadamente 138 millones de pará-
metros de ajuste. La preparación de modelos de este tamaño 
requiere una capacidad informática grande y costosa, que 
no siempre resulta accesible.

Una vez que se desarrolla el modelo de IA, es importante 
que los resultados sean humanamente comprensibles y 
aceptables. Esto puede resultar problemático de conseguir 
porque no existe una interfaz general hombre-máquina lista 
para usar que proporcione información sobre cómo y por 
qué el modelo de IA toma ciertas decisiones. Por ello, mu-
chos investigadores trabajan para desarrollar soluciones de 
IA fiables. En la modelización y evaluación de modelos es 
importante, por ejemplo, tener una formulación precisa del 
problema y de los requisitos y expectativas de la solución 
basada en IA. Solo entonces se puede desarrollar un modelo 
y una estrategia de aprendizaje adecuados para abordar el 
problema. Además, comprender la configuración precisa 
también ayuda a elegir y desarrollar los criterios de evalua-
ción correspondientes.

Para un modelo basado en la IA que se considera listo para 
la implementación operativa, es importante tener en cuenta 
los retos antes mencionados, relacionados con los datos y 
el desarrollo de modelos, así como los vinculados a la no-
tificación al usuario. Estos se exploran mediante tecnologías 
de comunicación basadas en la IA. Para mejorar y facilitar 
la interpretación de las salidas de los modelos de IA, deben 
traducirse y visualizarse según las necesidades del usuario 
final. Por lo tanto, es fundamental que las partes interesadas, 
desde las comunidades locales hasta los gestores de siste-
mas de emergencia, y los responsables de las respuestas 
frente a desastres de las ONG se incluyan en el diseño y la 
evaluación de sistemas de aviso y alerta temprana, predic-
ciones, mapas de peligros, sistemas de apoyo a la toma de 
decisiones, paneles de información, asistentes virtuales y 
otras herramientas de comunicación mejoradas por la IA. 
La retroalimentación y la evaluación oportunas de los co-
nocimientos del modelo de IA por parte de los responsables 
de la respuesta a los desastres es esencial para mejorar la 
calidad y la precisión de la información. La transparencia 
de las fuentes de datos incorporadas, la frecuencia de ac-
tualización de los datos y los algoritmos utilizados para las 
herramientas de comunicación es esencial para desarrollar 
la confianza y el perfeccionamiento de las recomendaciones 
basadas en el aprendizaje automático. Al igual que en la 
modelización tradicional, transmitir los niveles de confianza, 
las incertidumbres y las limitaciones de un sistema mejo-
rado por la IA de una manera comprensible resulta crucial 

para la toma de decisiones informadas. En última instancia, 
la confianza en las herramientas de comunicación puntua-
les y totalmente transparentes basadas en la IA es el mayor 
reto que hay que superar, y ello requiere una colaboración 
eficaz entre responsables experimentados en la respuesta 
frente a desastres, desarrolladores de IA, geocientíficos, 
reguladores, organismos gubernamentales, ONG, empresas 
de telecomunicaciones y otros, para satisfacer las necesi-
dades de todas las partes interesadas. Cada tipo de catás-
trofe es único, y cada región tiene diferentes 
vulnerabilidades y niveles de resiliencia.

Esfuerzos para abordar los retos del uso 
de la IA en la RRD

Se están llevando a cabo esfuerzos concertados para abor-
dar los numerosos retos que sugiere la utilización de la IA 
en la RRD y para facilitar su uso, y que apoyan una mayor 
disponibilidad de datos, proporcionan herramientas y pa-
quetes para ayudar al desarrollo de la IA, mejoran el grado 
de explicación de los modelos, ofrecen nuevas aplicaciones 
para los métodos basados en la IA (es decir, gemelos digi-
tales) y contribuyen al desarrollo de normas.

Como ya se ha destacado, uno de los mayores retos en el 
desarrollo de un algoritmo de IA para la RRD es la recopi-
lación de datos con un muestreo correcto y una suficiente 
representación de cada patrón para un problema dado. En 
este sentido, las bases de datos abiertas (o “bases de datos 
de análisis comparativo”)5,6,7 pueden ser un recurso valioso. 
Al abrir sus datos, los equipos esperan facilitar que otros 
investigadores utilicen los recopilados para mejorar y au-
mentar las soluciones existentes. Para lograr este objetivo, 
los datos suministrados deben estar bien documentados 
(incluidos los metadatos) y ser accesibles. Deben tomarse 
medidas para bloquear, eliminar o editar los datos, a fin de 
evitar la difusión involuntaria de información personal. 
Asimismo, es aconsejable proporcionar una documentación 
clara sobre cómo descargar y comenzar a trabajar con los 
datos. Muchos equipos abren sus proyectos con una docu-
mentación excelente, pero no ven un aumento de los casos 
de uso debido a la falta de visibilidad; algo que puede re-
solverse si se ofrecen enlaces a los datos abiertos en Goo-
gle Datasets, Kaggle, Github u otras plataformas de 
localización de datos. El GEO, la NASA y la Agencia Espacial 
Europea, entre otros, han creado directrices y/o bases de 
datos para apoyar la estrategia de datos abiertos8.

5	 https://gmd.copernicus.org/articles/14/107/2021/

6	 https://agupubs.onlinelibrary.wiley.com/doi/full/10.1029/ 
2020MS002203

7	 https://www.ecmwf.int/sites/default/files/elibrary/2009/8250- 
set-benchmarks-tests-jules.pdf

8	 https://earthdata.nasa.gov/earth-observation-data

https://www.earthobservations.org/open_eo_data.php
https://earth.esa.int/eogateway
https://earth.esa.int/eogateway
https://gmd.copernicus.org/articles/14/107/2021/
https://agupubs.onlinelibrary.wiley.com/doi/full/10.1029/2020MS002203
https://agupubs.onlinelibrary.wiley.com/doi/full/10.1029/2020MS002203
https://www.ecmwf.int/sites/default/files/elibrary/2009/8250-set-benchmarks-tests-jules.pdf
https://www.ecmwf.int/sites/default/files/elibrary/2009/8250-set-benchmarks-tests-jules.pdf
https://earthdata.nasa.gov/earth-observation-data
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Además de los datos de código abierto, los desarrolladores 
de IA pueden beneficiarse de una serie de herramientas que 
ayudan en los principales aspectos para su implantación: 
recopilación de datos, y desarrollo, implantación y reajuste/
seguimiento de modelos. Dentro de cada uno de ellos, 
existen varias herramientas privadas y de código abierto 
para los desarrolladores. Por ejemplo, muchos científicos 
confían en las imágenes de código abierto para que un 
equipo de investigación las etiquete a mano. Sin embargo, 
los sistemas de archivos compartidos que ayudan a reco-
pilar datos y a automatizar anotaciones (por ejemplo, las 
características relevantes en las imágenes de satélite; fi-
gura 5) pueden aumentar la eficiencia. Una vez que los datos 
se han etiquetado, el profesional de aprendizaje automático 
y ciencia de datos debe utilizar los paquetes más conocidos 
(por ejemplo, Python Tensorflow, Keras y Pytorch). Hay 
numerosas configuraciones populares de arquitectura y 
ajuste de modelos que permiten simplificar los esfuerzos 
de la IA. Por ejemplo, Pytorch Lightning está construido 
sobre Pytorch y es un marco que ayuda a gestionar los datos 
dentro de los modelos individuales. Por último, con respecto 
a la implantación y el seguimiento de los modelos, existen 
soluciones que pueden ejecutarse internamente (es decir, 
sin la nube), lo que requiere un servidor de modelos dedi-
cado con garantías de disponibilidad y latencia. Sin em-
bargo, antes de ejecutar una solución de este tipo, sería 
prudente considerar los casos de uso, el coste de los recur-
sos, el número de personal capacitado para garantizar la 
disponibilidad del modelo y, por último, la frecuencia con 

la que cabe esperar que se necesite reajustar el modelo. 
Los sistemas como AWS Lambda y Gateway, Sagemaker, 
la plataforma de IA de Google y la implantación de modelos 
de Watson gestionan servidores para tareas específicas de 
aprendizaje automático, pero aún necesitan recursos de 
dicho aprendizaje y ciencia de datos para garantizar la pre-
cisión, el reajuste y la disponibilidad del modelo.

Cuando se ha desarrollado un modelo, la situación de “caja 
negra” constituye una advertencia para su uso en aplica-
ciones de alto riesgo. ¿Cómo puede confiarse en el modelo 
si no se puede descifrar su proceso de toma de decisiones? 
La IA explicable es un campo de investigación muy activo, 
que está generando herramientas que pueden utilizarse 
durante las diferentes etapas del ciclo de vida de la IA. Por 
ejemplo, los modelos de IA suelen ajustarse con un gran 
conjunto de datos para obtener precisiones muy elevadas. 
Sin embargo, las razones por las que un determinado mo-
delo funciona mejor o peor que otro no suelen estar claras. 
Con el uso de las herramientas de IA explicable como los 
gradientes integrados (Sundararajan y otros, 2017) o la 
propagación de relevancia por capas (Bach y otros, 2015), 
se puede analizar el modelo y la importancia de sus carac-
terísticas aprendidas en los datos de entrada para determi-
nar qué es lo más relevante para una predicción. Al pasar 
de estos métodos locales a los globales de IA explicable, 
se pueden identificar los desequilibrios de los datos e in-
cluso se pueden desaprender los mecanismos (Anders y 
otros, 2022).

Las oportunidades revolucionarias de aprovechar la IA para 
mejorar los enfoques y servicios de RRD están motivando 
el intercambio de datos de código abierto, el desarrollo de 
herramientas y la mejora de la investigación relacionada 
con la IA (como en la IA explicable). Por ejemplo, se espera 
que los gemelos digitales de la Tierra (es decir, las réplicas 
digitales del sistema Tierra y sus componentes) den lugar 
a avances esenciales en la construcción de ecosistemas 
digitales innovadores (Nativi y otros, 2021) con consorcios 
de computación de alto rendimiento (HPC) con unidades 
de procesamiento gráfico (GPU) y central (CPU), orientados 
a usuarios y servicios, así como infraestructura dedicada 
de programas informáticos (Bauer y otros, 2021). En este 
contexto, la Comisión Europea ha puesto en marcha la 
iniciativa Destino Tierra, en la que algunos de los primeros 
gemelos y casos de uso identificados están orientados a la 
RRD. La IA desempeñará un papel fundamental en la apli-
cación y el uso eficaz de los gemelos digitales, permitiendo, 
por ejemplo, el acoplamiento y la representación completa 
del componente humano como parte del sistema Tierra.

Otra actividad importante que puede apoyar la aplicación 
de la IA en la RRD es la normalización, es decir, la creación 
de directrices reconocidas internacionalmente. Las princi-
pales actividades de normalización en el ámbito de la ges-
tión de desastres actualmente se llevan a cabo por 
organizaciones de normalización (SDO) internacionales, 

Figura 5. Imagen anotada recuperada con la herramienta de 
búsqueda de cosmovisión SpaceML de la NASA, que 
muestra el huracán Sam sobre el océano Atlántico el 29 de 
septiembre de 2021, tal y como lo captó NOAA-20/VIIRS.  
Las herramientas innovadoras (basadas en la IA) pueden 
automatizar la identificación de fenómenos atmosféricos y 
desastres naturales como los huracanes a partir de imágenes 
de satélite.

https://www.pytorchlightning.ai/
https://digital-strategy.ec.europa.eu/en/policies/destination-earth
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como la Organización Internacional de Normalización (ISO), 
la Comisión Electrotécnica Internacional y la UIT. Otros 
organismos de las Naciones Unidas, como la OMM, el 
PNUMA, la Oficina de las Naciones Unidas para la Reducción 
del Riesgo de Desastres (UNDRR) y el Programa Mundial 
de Alimentos (PMA), también contribuyen a la elaboración 
de reglamentos técnicos, marcos, prácticas recomendadas 
y normas de facto en este ámbito.

Si bien estos estándares centrados en la tecnología gene-
ralmente tienen como objetivo emplear las soluciones 
existentes en materia de tecnología de la información y las 
comunicaciones para mejorar la eficiencia operativa de los 
sistemas de alerta temprana y mantener los servicios ne-
cesarios para la recuperación frente a desastres, la norma-
lización de la IA para la RRD ha permanecido, en gran 
medida, como un territorio desconocido. Reconociendo 
esto, en diciembre de 2020, la UIT, junto con la OMM y el 
PNUMA, crearon el Grupo focal sobre inteligencia artificial 
aplicada a la gestión de desastres naturales que, en la ac-
tualidad, está: a) examinando cómo podría utilizarse la IA 
para los diferentes tipos de peligros naturales que pueden 
desencadenar desastres; y b) redactando las mejores prác-
ticas relacionadas con el uso de la IA para apoyar la mode-
lización a través de escalas espacio-temporales y la difusión 
de una comunicación eficaz durante estos eventos. El citado 
Grupo cuenta con diez grupos temáticos activos que explo-
ran la aplicación de la IA a crecidas, tsunamis, plagas de 
insectos, deslizamientos de tierra, aludes, incendios fores-
tales, enfermedades transmitidas por vectores, erupciones 
volcánicas, tormentas de granizo y vendavales, y riesgos 
múltiples, y está revisando activamente propuestas sobre 
temas adicionales. Con el fin de subrayar y comprender las 
brechas de normalización en esta aplicación, el Grupo focal 
también está elaborando una hoja de ruta que contiene las 
normas y directrices técnicas existentes al respecto por 
parte de diferentes SDO internacionales, nacionales y re-
gionales. Esta hoja de ruta permitirá identificar áreas futu-
ras que requieren atención en el frente de la normalización. 
Además, el Grupo está preparando un glosario que recoge 
los términos y definiciones existentes relacionados con el 
tema para garantizar una comunicación clara e inequívoca 
y la coherencia dentro de la corriente de normalización de 
la RRD.

Próximos pasos

En el ámbito de la RRD, hay un gran interés por explorar 
las ventajas de utilizar la IA para reforzar los métodos y 
estrategias existentes. Este artículo presentó varios ejem-
plos específicos que ponen de relieve cómo los modelos 
basados en la IA están mejorando la RRD; sin embargo, 
también mostró que la IA conlleva desafíos. Afortunada-
mente, el compromiso de la IA con la RRD ha motivado la 
investigación para encontrar soluciones a estos retos y ha 
inspirado nuevas asociaciones, que reúnen a expertos de 

múltiples organismos de las Naciones Unidas, de varios 
campos científicos (informática, geociencias), de diversos 
sectores (desde el académico hasta las ONG) y de todo el 
mundo. Estas asociaciones son fundamentales para impul-
sar la IA en la RRD. En particular, aún se necesitan esfuerzos 
en la creación de material educativo para apoyar el desa-
rrollo de capacidades, para garantizar la disponibilidad de 
recursos computacionales y de más equipos informáticos, 
y para reducir la brecha digital. Solo así se podrá asegurar 
que nadie se quede atrás a medida que la IA avanza para 
la RRD.

Para los Miembros de la comunidad de la OMM que están 
interesados en saber más sobre la aplicación de la IA a la 
RRD, hay muchos comités, conferencias e informes que 
pueden utilizarse como recurso. Por ejemplo, el Comité 
sobre inteligencia artificial aplicada a las ciencias medioam-
bientales de la Sociedad Meteorológica de los Estados 
Unidos y la IA del cambio climático, ofrecen la oportunidad 
de relacionarse con otros expertos en este campo. La reu-
nión sobre IA aplicada a las ciencias de la Tierra, celebrada 
con motivo de la reciente conferencia NeurIPS sobre siste-
mas de procesamiento de información neuronal, o la reu-
nión sobre Inteligencia artificial aplicada a la gestión de 
peligros y desastres naturales, a celebrarse con motivo de 
la próxima Asamblea General de la Unión Europea de Geo-
ciencias, son dos ejemplos de conferencias que presentan 
investigaciones innovadoras y casos de uso. Por último, 
informes como “Responsible IA for Disaster Risk Manage-
ment: Working Group Summary” (“Resumen del grupo de 
trabajo sobre IA responsable de la gestión de riesgos de 
desastre”) pueden ofrecer otro enfoque adicional.
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