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The neural network technique is used for describing the time series of solar activity a: 
measured by the relative Wolf number. The 1700-1991 data is described rather wel 
reproducing the extrema and the oscillations with varying periods. So, it is posible t( 
extrapolate the Wolf number up to the year 2003, in order to predict the mean anua 
variation and to determine the time position and amplitude of the next minimum am 
maximum. Results are compared with other empirical techniques.

Las redes neuronales son algoritmos computacionales susceptibles df 
ser utilizados en el tratamiento de series temporales con comportamientc 
caótico o muy irregular, tales como las que miden la actividad solar. En e 
presente trabajo hemos estudiado el comportamiento del número relativo dt 
WoH por disponerse de un registro más amplio (más de 250 años)^^ que d( 
otras medidas de la actividad solar.

Las redes están formadas por unidades de procesamiento (u¡) 
similares a neuronas, que sólo suman y calculan promedios, y a las que se le: 
asocia un número de activación [a¡(t)]. Pueden ser unidades de entrada (input) 
salida (output) u ocultas (hidden), según que reciban o envíen señales o nc 
tengan relación directa con el exterior, respectivamente.

Estas unidades están relacionadas mediante un patrón de conectividad 
representado por la matriz W. Sus elementos representan el módulo y sentide 
de la conexión de la unidad u¡ con la uj. Para cada patrón de entrenamiento 
(ejemplo con que se entrena la red) los valores de las unidades de entrada sor 
el estímulo a la red, mientras que las de salida son los valores deseados come 
respuesta a esa entrada.

La regla de propagación, describe en forma directa la manera en que 
se propagan las señales. En notación vectorial net(t) = a(t)W, donde net¡ es la 
señal de entrada neta a la unidad i. También se necesita una regla (llamada 
regla de activación) tal que, dadas las señales de entrada y el estado actual do 
una unidad, se pueda calcular un nuevo estado. Es decir, se requiere una 
función F que tome a(t) y el vector net(t) y produzca un nuevo estado do 
activación a(t+l). Para una función de activación F general, la evolución del
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sistema viene dada por:
a(t+l) = F[a(t), net(t)] (1)

El patrón de conectividad W se modifica en función de la experiencia. 
En el algoritmo de retropropagación que hemos utilizado en el presente trabajo, 
se emplea el vector de entrada para producir uno de salida y se lo compara con 
el de salida deseado ("target"). Si hay diferencia, se modifica W tratando de 
minimizar el error (mayores detalles en 3).

Estimamos la cantidad mínima de variables que se requieren para 
modelizar la dinámica de la actividad solar a través del cálculo de la dimensión 
de embedding 4,$. Con este cálculo comprobamos que las variables necesarias 
para representar al sistema físico son 12, lo que aproximadamente coincide con 
la periodicidad más importante de la serie. Finalmente utilizamos 12 unidades 
de entrada, 3 ocultas y 1 de salida. A las unidades de entrada ingresan 
secuencias de los valores medios de 12 años consecutivos y la de salida 
proporciona el valor de la media para el año siguiente.

La evolución del error en presentaciones sucesivas del conjunto de 
aprendizaje (conjunto de ejemplos con que se entrena la red) es en general 
decreciente. Sin embargo, la capacidad de generalización (predicción) de la red 
puede no ser función monótona durante el aprendizaje. Conviene por lo tanto 
usar un conjunto de comparación (cross-validation)^, sobre los que no se 
entrena a la red y que sirven para hacer un seguimiento de la capacidad 
predictiva. Elegimos un intervalo de puntos al azar sobre toda la estadística, de 
manera tal que la variancia fuese grande, es decir, consideramos puntos 
extremos, alejados de la media. Esta elección permite apreciar el error en una 
zona crítica, como son los extremos y elegir una configuración de la red que 
generalice apropiadamente estos puntos.

Para la comparación de nuestros resultados con los de otros trabajos, 
utilizamos la variancia relativa media? ARV. Finalmente obtuvimos: 
ARV(conj. de entrenamiento)=0.085 ARV(conj. de comparación)=0.065 
Estos valores se comparan favorablemente con los obtenidos por el método 
autorregresivo de umbral:
ARV(conj. de entrenamiento)=0.097 ARV(conj. de comparación)=0.097 
En el método de McNish-Lincoln^ se utilizan los valores mensuales de la 
estadística para predecir la actividad solar. En la figura 3 se observan los 
promedios anuales de esta predicción. Se puede observar como la predicción de 
la red supera a la de este método (utilizado por la International Astronomical 
Union), especialmente cerca del máximo de actividad, a pesar de que el método 
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de McNish-Lincoln emplea 12 veces más información.

1980 1984 1988 1992 1996 2000
Figura 3: Evolución de la actividad solar.

+ Mc.Nish-Lincoln O Red Neuronal * Promedios Anuales
Es de destacar que en el intervalo 1980-1991 obtuvimos una variancia 

relativa media significativamente menor que la de otros periodos, indicando 
buena predictibilidad. Por consiguiente, es de suponer que los próximos años 
(1992-2003) resulten predichos con razonable precisión (figura 3).
Los autores deseamos agradecer al Lie. H. Ghielmetti y a la Dra. M. Rovira por 
el material suministrado.
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