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RESUMO

Introdução: A pandemia de COVID-19, no Brasil, constituiu uma ameaça ao sistema 
de saúde pelo risco de esgotamento dos leitos de Unidade de Terapia Intensiva (UTI). 
O objetivo do estudo foi projetar a ocupação de leitos de UTI com casos de COVID-19 
no pico em Porto Alegre. Para isso, resolvemos utilizar uma ferramenta matemática 
com parâmetros da pandemia desta cidade.

Métodos: Utilizamos o modelo matemático SEIHDR. Analisamos os casos de 
hospitalização por COVID-19 em Porto Alegre e RS até 3 de agosto de 2020 a fim 
de extrair os parâmetros locais para construir uma curva epidemiológica do total de 
casos prevalentes hospitalizados em UTI. Também analisamos as taxas de reprodução 
básica (R0) e reprodução efetiva (Re).

Resultados: O modelo matemático projetou um pico de 344 casos prevalentes, 
em UTI, para o dia 22 de agosto de 2020. Calculamos 1,56 para o R0 e 1,08 no dia 
3 de agosto para o Re.

Conclusão: O modelo matemático simulou uma primeira onda de casos ocupando 
leitos de UTI muito próxima dos dados reais. Também indicou corretamente uma 
queda no número de casos nos dois meses subsequentes. Apesar das limitações, 
as estimativas do modelo matemático forneceram informações sobre as dimensões 
temporal e numérica de uma pandemia que poderiam ser usadas como auxílio aos 
gestores de saúde na tomada de decisões para a alocação de recursos frente a 
calamidades de saúde como o surto de COVID-19 no Brasil.

Palavras-chave: Infecções por coronavívus; Unidades de Terapia Intensiva; 
Hospitalização

ABSTRACT

Introduction: The COVID-19 pandemic in Brazil has been a threat to health services due 
to the risk of bed shortage in the intensive care unit (ICU). This study aimed to estimate the 
bed occupancy at the ICU with patients with COVID-19 during the peak of the pandemic 
in Porto Alegre, capital of Rio Grande do Sul (RS), the southernmost state of Brazil. 
To this end, we used a mathematical model with pandemic parameters from the city.

Methods: We used the SEIHDR mathematical model. We analyzed hospitalizations 
for COVID-19 in Porto Alegre and RS until August 3, 2020, to extract local parameters 
to create an epidemiological curve of the total number of prevalent cases in the ICU. 
We also analyzed the basic reproduction rate (R0) and effective reproduction rate (Re).
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Results: The mathematical model estimated a peak of 344 prevalent cases in the ICU on August 22, 2020. The model 
calculated an R0 of 1.56 and Re of 1.08 on August 3, 2020.

Conclusion: The mathematical model accurately estimated the first peak of cases in the ICU. Also, it correctly indicated 
a drop in the number of cases in the following two months. Despite the limitations, the mathematical model estimates 
provided information on the temporal and numerical dimensions of a pandemic that could be used to assist health managers 
in making decisions on the allocation of resources in a state of public calamity such as the COVID-19 outbreak in Brazil.

Keywords: Coronavirus infection; Intensive Care Unit; Hospitalization

INTRODUÇÃO

A pandemia por COVID-19 constitui-se em um 
desafio inédito aos gestores pelo risco de sobrecarga 
no sistema de saúde. Apesar da maioria dos infectados 
apresentarem uma evolução favorável, uma grande 
proporção (5 a 8,7%) desenvolve insuficiência respiratória 
por pneumonia viral, podendo resultar em síndrome 
respiratória aguda grave (SRAG) com necessidade de 
ventilação mecânica invasiva1-4. Além disso, até 20% 
dos pacientes críticos permanecem internados em 
unidade de terapia intensiva (UTI) por mais tempo 
do que outras causas de SRAG5.

No Brasil, a taxa média de ocupação de UTIs 
situa-se entre 60% e 77%, o que propicia um risco de 
colapso dos leitos de UTI a partir de um fluxo extra de 
pacientes como pode ocorrer no caso de uma rápida 
disseminação de um vírus altamente infeccioso como 
o coronavírus da síndrome respiratória aguda grave 
(SARS-Cov-2)6. Simulações publicadas já projetaram 
um cenário crítico com a ocupação plena dos leitos 
disponíveis de UTI, sugerindo a necessidade de 
ampliação da infraestrutura hospitalar, principalmente 
se a taxa de infecção estiver alta e se desenvolva 
rapidamente no Brasil6-8.

Na presença dessa ameaça, simulações em relação 
ao número de leitos ocupados, em uma pandemia, 
mesmo em regiões com boa oferta como o RS6, 
poderiam auxiliar os gestores no dimensionamento da 
ampliação da estrutura de atendimento e do número 

de equipes médicas a contratar peremptoriamente. 
Desta forma, o objetivo principal deste estudo foi 
utilizar uma ferramenta matemática, que empregou 
parâmetros epidemiológicos, predominantemente locais, 
para estimar o número máximo de casos prevalentes 
com COVID-19 em UTIs de Porto Alegre no pico da 
pandemia. Também buscamos analisar a dinâmica 
da pandemia de COVID-19, assim como projetar o 
número máximo de infectados, hospitalizados totais 
e com ventilação mecânica invasiva (VM).

MÉTODOS

O estudo empregou um modelo matemático 
epidemiológico com parâmetros da pandemia em 
Porto Alegre (Tabela 1) para simular o número máximo 
de hospitalizados em UTI, o total de hospitalizados, 
assim como a quantidade máxima de internados 
com VM por COVID-19 nesta cidade. Igualmente, 
projetamos o número máximo de infectados com 
COVID-19 e calculamos a taxa de reprodução básica 
(R0) e a taxa de reprodução efetiva (Re) da pandemia.

Para isso, extraímos dados da Secretaria 
Estadual de Saúde do Rio Grande do Sul (SES-RS)9, 
da Prefeitura de Porto Alegre10 e do Ministério da Saúde 
(Opendatasus; atualizado até 21 de julho de 2020)11. 
Também empregamos parâmetros coletados da 
literatura internacional12-14, conforme mostrado 
na Tabela 1.

Tabela 1 – Parâmetros de Porto Alegre para o modelo SEIHDR.
Parâmetro Valor Origem do dado

População adulta estimada de Porto Alegre em 2020 (N) 1.014.009 IBGE
Indivíduos infectados, sintomáticos com potencial de contágio no 
dia 25/04/2020 (I) *

1.723 Silveira MF et al.14

Indivíduos suscetíveis à infecção (S) 1.012.286 N – I
Indivíduos infectados sem potencial de contágio (E) 2.584 E = 1,5 X I
Hospitalizados no dia 25 de abril de 2020 (n) 49 Prefeitura de Porto Alegre10

Taxa de transmissão na comunidade (β) 0,23 https://github.com/crishackmann/
SEIHDR_Pub_Portuguese_Version

Média de dias do período de incubação (1/σ) 5,1 Ferguson N et al.12

Média de dias entre início dos sintomas e hospitalização (1/γh) † 4,86 Opendatasus11

Média de dias de transmissão até hospitalização ou afastamento 
social voluntário (1/γr)

5,6 Bi Q et al.13

Média de dias entre sintomas até óbito domiciliar (1/γd)
0 Valor mais provável até o momento 

em Porto Alegre
Continua
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Parâmetro Valor Origem do dado
Média de dias entre a hospitalização até o óbito (1/ηd) ‡ 12,98 Opendatasus11

Média de dias entre a hospitalização até a alta hospitalar (1/ηr) § 10,22 Opendatasus11

Taxa de hospitalizados entre infectados (Θ) ‖ 1 % veja explicações abaixo
Taxa de letalidade entre hospitalizados (Λ) ¶ 17,5 % Opendatasus11

Taxa de internados na UTI entre os hospitalizados ** 41,5 % Prefeitura de Porto Alegre10

Taxa de hospitalizados com ventilação mecânica invasiva †† 27,9 % Opendatasus11

* Assumimos o pressuposto de que a taxa de infectados, em Porto Alegre, seria semelhante à taxa média de casos prevalentes, no RS, 
no dia 25/04/2020, ou seja, 0,13 % (IC 95 %; 0,048 % a 0,29 %), descrito em Silveira MF et al.14. A partir de validação externa com dados reais, 
calibramos o valor para 0,17 % de infectados na população de Porto Alegre, dentro IC 95 %.
† O valor foi calculado a partir dos dados completos de 1947 pacientes internados, em Porto Alegre, até o dia 21 de julho de 2020.
‡ O valor foi calculado a partir dos dados completos de 393 óbitos de pacientes internados, em Porto Alegre, até o dia 21 de julho de 2020.
§ O valor foi calculado a partir dos dados completos de 996 pacientes internados, em Porto Alegre, até o dia 21 de julho de 2020.
‖ Utilizamos dados do RS para calcular o parâmetro. Elegemos a mesma taxa de 0,17 % de infectados do parâmetro I para estimar o número 
de casos prevalentes com COVID-19 (14.119) na população adulta do RS (8.305.384), no dia 25/04/2020. Desta forma, conhecendo-se o 
número de hospitalizados (145) no RS, no dia 25/04/2020, podemos calibrar a taxa de internados entre infectados no RS em 1 % (145/14.119).
¶ A taxa foi calculada a partir de 394 óbitos entre 1393 internados que receberam alta do hospital (curado ou óbito), em Porto Alegre, entre os 
dias 12/03/2020 e 21/07/2020. Ainda havia 557 casos em acompanhamento sem desfecho, até 21/07/2020, em Porto Alegre.
** A taxa foi calculada a partir dos dados completos de 1929 pacientes hospitalizados (800 em UTI), em Porto Alegre, até o dia 21 de julho de 2020.
†† A taxa foi calculada a partir dos dados completos de 1892 pacientes hospitalizados (528 com ventilação mecânica invasiva), em Porto Alegre, 
até o dia 21 de julho de 2020.

Tabela 1 – Continuação

O modelo matemático escolhido foi o SEIHDR, 
desenvolvido inicialmente para o estudo da dinâmica 
da epidemia com o Ebola15. Classificamos os 
indivíduos adultos (N) em seis classes: 1) Indivíduos 
suscetíveis à infecção pelo SARS-Cov-2 (S); 2) 
Indivíduos expostos ao vírus e infectados mas 
sem potencial ainda de contágio (E); 3) Indivíduos 
infectados, sintomáticos e com potencial de contágio 
(I); 4) Indivíduos hospitalizados (H); 5) Óbitos (D); 
e 6) Indivíduos removidos da cadeia de transmissão: 
recuperados, não contagiosos ou em isolamento 
social (R). Neste modelo, assumimos que a 
transmissão da infecção decorre do contato entre 
indivíduos infectados (I) que foram se misturando de 
forma aleatória com outros indivíduos da população 
(N), em que a fração S/N das interações foi com 
indivíduos suscetíveis (S). O parâmetro β representa 
a taxa de contato multiplicado pela probabilidade 
de transmissão, dado uma proximidade entre um 
indivíduo suscetível e um infectado. Os indivíduos 
suscetíveis recém infectados, permaneceram no 
compartimento expostos (E) por um período médio 
de incubação de 1/σ dias até entrarem na classe 
infectados (I). O primeiro ponto de ramificação no 
fluxo correspondeu a hospitalização de uma fração 
Θ dos casos de indivíduos infectados depois de um 
tempo médio de 1/γh dias após o início dos sintomas. 
Enquanto o tempo médio de infectados, que se 
recuperaram, foi de 1/γr dias. O segundo ponto de 
ramificação representou o óbito de uma fração Λ dos 
indivíduos hospitalizados (H) após um tempo médio 
de 1/ηd dias. Ao passo que 1/γd dias foi o tempo 
médio em que os indivíduos infectados (I) vieram 
a óbito. E por fim, os indivíduos hospitalizados se 
recuperaram na média de 1/ηr dias.

Adaptamos o sistema de equações diferenciais 
para estimar o número máximo de indivíduos 
hospitalizados pela COVID-19 em Porto Alegre, 
no período de 25 de abril de 2020 à 19 de fevereiro 
de 2021 (trezentos dias). A calibragem final do 
modelo foi realizada com os dados coletados até 
03 de agosto de 2020. No entanto, mantivemos a 
coleta dos dados até 31 de dezembro de 2020 a fim 
de utilizar os casos reais prevalentes de internados em 
UTI para validação externa do modelo epidemiológico. 
O código-fonte da simulação, as fórmulas empregadas, 
a metodologia de calibragem do taxa de transmissão 
na comunidade (β), assim como outras simulações 
podem ser consultadas em detalhes no endereço 
https://github.com/crishackmann/SEIHDR_artigo e 
no site https://www.ufrgs.br/covidpoa/.

O presente estudo foi aprovado, no comitê 
de ética e pesquisa do Hospital de Clínicas de 
Porto Alegre, e na CONEP sob os números 2020-0153 
e 30716720000005327 (CAAE).

RESULTADOS

A partir da calibragem do parâmetro β para 0,23, 
calculamos o R0 em 1,56 e o Re em 1,08 para o dia 
3 de agosto de 2020.

Estimamos em 39.294 casos prevalentes, no primeiro 
pico da pandemia de COVID-19, em 12 de agosto de 2020 
(33º semana epidemiológica), ou seja, um pouco 
mais de 2% da população de Porto Alegre. O número 
máximo simulado de pacientes em UTI foi de 344 
(fig. 1) com 231 em VM, no dia 22 de agosto de 
2020 (34º semana epidemiológica), enquanto que 
o número máximo de hospitalizados seria de 829; 
10 dias após o pico de infectados.
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DISCUSSÃO

O presente estudo estimou o número máximo de 
344 pacientes em UTI, na terceira semana de agosto 
de 2020. No entanto, o primeiro pico da pandemia com 
347 casos em UTI ocorreu realmente nos dias 2 e 4 de 
setembro de 2020. Mesmo com uma diferença de 11 
dias e com 3 pacientes estimados a menos, parece-
nos que o modelo foi relativamente preciso em indicar 
o início do período de maior pressão no sistema de 
saúde, conforme ilustrado na curva epidemiológica 
simulada, quando comparada com a real (fig.1). 
Ainda, a tendência de queda dos hospitalizados, após 
agosto, sugerido pelo estudo, também se confirmou 
posteriormente nos dois meses subsequentes. Outras 
simulações do início de julho e no mês de agosto de 
2020, não publicadas, igualmente indicavam uma 
tendência muito semelhante ao resultado aqui descrito.

Poucos estudos analisaram o primeiro pico de 
internações em UTI no RS e em Porto Alegre. O estudo 
de Castro et al. indicou para abril de 2020 a ocupação 
máxima da UTI em Porto Alegre7. Enquanto que, 
a projeção da plataforma IHME (Institute for Health 
Metrics and Evaluation, University of Washington) de 
25 de julho de 2020 foi mais precisa ao indicar um 
pico de 900 internados em UTI para o RS, no início 
de setembro de 2020, ou seja, período próximo a 
projeção do presente estudo para Porto Alegre16.

O R0 e o Re calculados pelo atual estudo acima de 
1 esteve de acordo com o crescimento exponencial 
dos casos reais hospitalizados durante o mês de 
julho e agosto. Por outro lado, um possível efeito 
do distanciamento social e uso de máscaras a partir 
de iniciativas do poder público pode ter reduzido 
a velocidade de transmissão do vírus, visto que 
estudos realizados em outras cidades mostravam 
um R0 muito maior, entre 2 a 3,517,18.

O presente estudo foi o único pelo conhecimento 
dos autores que analisou a dinâmica da pandemia 
em Porto Alegre com parâmetros locais da pandemia 
para simular a ocupação de leitos públicos e privados. 

Entendemos que o emprego do número de internados 
como validação externa ao modelo, associado aos 
dados locais facilitou a calibragem e precisão do modelo 
matemático. Outras publicações sobre a pandemia no 
Brasil aplicaram taxas de doença específicas por idade 
a partir de dados de outros países, e não levaram em 
consideração características epidemiológicas específicas 
da doença em cada região estudada, simulando em 
alguns casos apenas a ocupação dos leitos do SUS6-8.

O estudo tem limitações. O modelo determinístico 
SEIHDR assume que a população encontra-se 
misturada e distribuída em alguns compartimentos, 
além de não considerar o comportamento do indivíduo19. 
Há também uma simplificação da forma de contato 
entre os agentes do modelo, sem capturar detalhes de 
padrões e redes de conexão individuais, uma vez que 
o contato é assumido como um evento instantâneo. 
Assumimos o pressuposto que a maioria com sintomas 
da infecção voluntariamente realizavam afastamento 
social. Desta forma, elegemos um valor menor para 
a média de dias de transmissão (ver parâmetro 1/γr 
na Tabela 1), quando comparamos com 10 a 14 dias 
apontado em outros estudos20. Ainda, nosso modelo 
presume que todos expostos transmitem o vírus; 
o que contradiz estudo que calculou o índice de k 
da pandemia do novo coronavírus em 0,1, isto é, 
um padrão de disseminação em clusters, quando 
apenas 10% dos infectados seriam responsáveis 
por 80% das transmissões21.

O novo aumento do números de internados, durante 
os dois últimos meses do ano de 2020, não foi indicado 
pelo estudo atual. A incapacidade de estimar um novo 
pico e a imprecisão no longo prazo do modelo de 
equações diferenciais, sugerem sua utilidade para 
um primeiro momento de pressão sobre o sistema 
hospitalar no período máximo de 2-3 meses. Como os 
pressupostos epidemiológicos assumidos no momento 
da simulação do estudo foram os responsáveis pelas 
estimativas futuras, modificações do vírus (sorotipos 
mais infecciosos), e até o relaxamento às medidas 

Figura 1: Curva epidêmica de casos prevalentes com COVID-19 na UTI em Porto Alegre de 25 de abril a 31 de dezembro 
de 2020. A linha azul mostra a estimativa de casos pelo modelo matemático. Os pontos pretos representam o número 
observado de internados na UTI, conforme a Prefeitura de Porto Alegre, até a calibragem do modelo, em 3 de agosto 
de 2020. Pontos vermelhos representam os casos observados após 3 de agosto de 2020.



Pandemia e leitos de UTI

http://seer.ufrgs.br/hcpa Clin Biomed Res 2022;42(2) 111

de mitigação, poderiam explicar parcialmente as 
diferenças encontradas entre a simulação e os números 
oficiais. Ainda, houve uma grande disparidade entre o 
número de casos prevalentes estimado pelo estudo 
(39.294) e os dados reais (casos acumulados até 
12 de agosto: 10.519)22. Em agosto de 2020, não havia 
disponibilidade abundante de testes para rastreamento 
de casos menos graves ou assintomáticos, o que 
poderia explicar em parte as diferenças.

Decidimos pela simplificação do parâmetro 
populacional. Desta forma, não calculamos o número de 
internados conforme a distribuição etária de Porto Alegre, 
ou seja, não consideramos o maior risco de internação 
para maiores de 60 anos, como outras publicações6,7. 
Também deve ser considerado que muitos pacientes, 

internados em Porto Alegre, são oriundos de outros 
municípios, o que pode sugerir uma subestimativa 
da população suscetível. Procuramos calibrar outros 
parâmetros com a validação externa a partir dos casos 
reais para diminuir parcialmente estas limitações.

Nosso estudo não pretendeu afirmar os números 
exatos de leitos de UTI necessários, mas sugerir um 
método que demonstrasse a possível direção da 
pandemia para a auxiliar a alocação prioritária de recursos 
pelos gestores em meio ao cenário de incertezas. 
A ferramenta empregada no estudo pareceu útil para 
simular, a médio prazo pelo menos, uma primeira 
onda de pressão de uma pandemia sobre o sistema 
hospitalar, indicando com uma precisão razoável o 
período e o número máximo de internados em UTI.
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