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RESUMEN 

Esta investigación tuvo como objetivo determinar la efectividad de un modelo 

de redes neuronales en la predicción de precios de inmuebles en Piura 2021. 

El enfoque de esta investigación fue cuantitativo, porque el modelo se analizó 

mediante estadística descriptiva y de regresión, por lo tanto, el tipo de 

investigación fue aplicada, el diseño de investigación fue pre experimental y de 

nivel explicativo. Entre los resultados se obtuvo que el modelo elegido que se 

implementó, fue el modelo secuencial debido a que se basa en función a varias 

entradas y única salida. Se obtuvo un set de entrenamiento procesado de 

21000 inmuebles entre ventas realizadas y puestos en venta. Se obtuvo 

también que la red neuronal tuvo 3 simulaciones, donde arrojó un score de 

varianza de 0,8 en la tercera simulación y una efectividad de 25% como 

resultado mínimo, utilizando 7 variables de entrada para el modelo y para su 

posterior validación. En conclusión, se determinó que el modelo de RNA es 

efectivo no solo por las correctas configuraciones realizadas tras cada 

simulación, sino por el uso de métricas de sklearn para regresiones y la 

selección más óptima de modelo, que permitieron evaluarlo en base a su 

precisión durante el entrenamiento. 

 

Palabras claves: Redes neuronales, modelos de predicción, Inteligencia 

artificial. 
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ABSTRACT 

 

The objective of this investigation was to determine the effectiveness of a 

neural network model in predicting real estate prices in Piura 2021. The focus 

of this research is quantitative, because the model was analyzed using 

descriptive and regression statistics; therefore, the type of research is applied; 

the research design is pre-experimental and explanatory. Among the results, it 

was found that the sequential model was the one implemented because it is 

based on a function of several inputs and a single output. A processed training 

set of 21,000 properties was obtained, including sales made and listed for sale. 

Information was also obtained showing that the neural network had 3 

simulations, where it yielded a variance score of 0.8 in the third simulation and 

an effectiveness of 25% as a minimum result, using seven input variables for 

the model and for its subsequent validation. In conclusion, it was determined 

that the ANN model is effective not only because of the correct configurations 

made after each simulation, but also because of the use of sklearn metrics for 

regression and the most optimal model selection, which allowed the model to 

be evaluated based on its accuracy during training. 

 

Keywords: Neural networks, prediction models, artificial intelligence. 
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I. INTRODUCCIÓN 

En la actualidad, las tecnologías de información han tomado un rol importante en 

diversas acciones del ser humano. Antes, muchas de estas actividades eran 

reservadas únicamente para el hombre, la idea que no era tomada en cuenta 

sobre los ordenadores tuviera la capacidad de aprender cómo tomar decisiones 

sobre actividades ahora es sumamente importante, y es algo de lo que se debe 

ser consciente, debido a que estas actividades han ido incrementándose y 

haciéndose más complejas a lo largo del tiempo. 

Con la aparición de la Inteligencia Artificial dentro de los avances tecnológicos, 

esta, tomó más importancia dentro de las organizaciones. (Rouhiainen, 2018) 

explica que la idea de la tecnología proyectada en IA haya sido y siga siendo 

utilizada en diversas tareas sirve para mejorar significativamente al humano y 

disfrutar de una mejor eficiencia en la mayoría de aspectos de la vida. La 

diferencia entre la máquina y el hombre es que esta, a diferencia de él, no 

requiere de un descanso y desarrolla análisis de grandes cantidades de 

información al mismo tiempo, lo cual su uso en ciertos ámbitos se hace 

indispensable. 

En los últimos años, Piura se ha convertido en una ciudad altamente atractiva 

para el sector inmobiliario, el 60% de los créditos cedidos por el Estado en el 

ámbito de la materia hipotecaria se localizan en el norte del Perú, siendo Piura 

la principal en adquisición de propiedades (Piura News, 2015).El resultado de 

una pandemia por el covid-19 ha hecho que los clientes especulen precios más 

baratos en los bienes que considera comprar y las estimaciones de inmuebles 

muy variada (García, y otros, 2020). 

La demanda registrada por el interés de las familias de tener como hogar una 

propiedad moderna y con precios dentro del presupuesto, es una tarea de los 

agentes inmobiliarios (Guerrero, 2018). El cliente es exigente y analiza su futura 

compra en cuanto a características como la antigüedad del inmueble y su 

infraestructura para saber si su inversión se mantendrá con el pasar de los años. 

Así pues, como dada la gran cantidad de datos que se generan, cabe la 

posibilidad de obtener un valor a partir de ellos, siendo usada la Inteligencia 
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Artificial, en específico, las redes neuronales para la predicción de precios de 

inmuebles, y en la duda de conocer cuáles serían los límites de un modelo de 

red neuronal. (Villada, y otros, 2016) argumentan que a diferencia de los equipos 

que usan algoritmos simples, las redes neuronales funcionan simulando el 

cerebro humano, procesando información, generalizando situaciones que no se 

incluyen en el entrenamiento de la misma, naciendo la pregunta ¿Cuál es la 

efectividad del modelo de redes neuronales en la predicción del precio de 

inmuebles en la ciudad de Piura? ¿Cuál es el modelo adecuado para la 

predicción de precios?  ¿Cuáles son los datos que se deben obtener para los 

parámetros de entrada de la red neuronal? ¿Cuál es el porcentaje de error 

necesario para la predicción de precios de inmuebles?  

Esta investigación se justifica el concepto que se quiere llevar a cabo, se debe 

tomar en cuenta la realidad problemática mencionada anteriormente, se plantea 

la creación de un modelo de predicción del valor de un inmueble como solución 

a que el precio de los inmuebles puesto en venta es a veces ofrecido por el 

vendedor agregando un valor muy distanciado de un valor accesible, por lo cual, 

genera un precio que no es el indicado y que va variando con las ofertas de los 

clientes. Se tomó como enfoque del machine learning debido a la amplia 

información sobre de la utilización de este proceso. 

Cabe contextualizar que el objetivo de la presente investigación, es el Determinar 

la efectividad del modelo de redes neuronales en la predicción de un inmueble, 

en base a sus características. Como objetivos específicos se tiene Determinar el 

modelo a desarrollar para la red neuronal, Identificar los parámetros de entrada 

para el modelo de la predicción de los precios, Evaluar el porcentaje de error 

mínimo para que la red neuronal sea efectiva.  

Estos objetivos permiten plantear la siguiente hipótesis general: El modelo de 

redes neuronales es efectivo en la predicción de precios de inmuebles. Y las 

específicas: El modelo elegido es el adecuado para desarrollar la red neuronal 

en la predicción de precios, los parámetros de entrada son los correctos para 

predecir el precio de un inmueble mediante la RNA, el modelo de red neuronal 

obtiene un porcentaje mínimo para predecir el valor de un inmueble.  
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II. MARCO TEÓRICO 

En el siguiente capítulo de investigación se realizó una búsqueda de distintos 

antecedentes nacionales e internacionales relacionados con el tema de 

investigación. 

En el ámbito internacional se tiene a (Bozanic, 2020) en su investigación de un 

sistema de predicción de precios-venta de inmuebles en el mercado inmobiliario 

de Chile con el uso de aprendizaje de máquina, tuvo como objetivo general el 

minimizar el error de predicción del precio en cada tipo de inmueble y en las 

operaciones inmobiliarias del mercado. El tipo de investigación propuesta es 

aplicada y tuvo como metodología de desarrollo CRISP-DM enfocándose en el 

análisis del conocimiento de manera profunda para la solución de problemas. 

Tuvo como objeto de estudio los precios de los diferentes inmuebles para que 

sea entrenado la red neuronal, así como las operaciones de inmueble y los 

resultados arrojados por el modelo. Como resultado de la investigación se 

comparó el resultado obtenido de la predicción del modelo de red neuronal con 

el modelo de la empresa general boosted regression y luego calculando la 

ganancia monetaria obtenida con los mejores modelos desarrollados. Concluyó 

con que es importante estimar los precios de venta de los inmuebles, teniendo 

en cuenta la consideración para que la empresa arrendadora pueda generar 

ingresos en cuestión de la predicción. 

(Grajales, 2019) en su investigación de un modelo de predicción de precios de 

viviendas para el apoyo en la toma de decisiones en las acciones de bienes 

raíces, tuvo como objetivo general crear un modelo de RNA para la predicción 

de precios usando machine learning haciendo uso de la obtención de información 

mediante páginas webs inmobiliarias para la toma de decisiones en la compra 

informada y venta de propiedades. El tipo de investigación es cuantitativa y uso 

la metodología CRISP-DM que es muy utilizada en este tipo de proyectos. Tuvo 

como población y objeto de estudio la información relacionada con los precios 

de viviendas  de las páginas web del municipio de Rionegro. Como resultados 

tuvo el procesamiento de los datos en un análisis univariable y bivariables, así 

como la obtención del tipo de modelo a elaborar y los resultados gráficos de la 

predicción con el valor real del inmueble. Como conclusión, obtuvo que los 
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modelos que presentaron mejor desempeño fueron gradient boosting machine y 

random forest, debido a que arrojaron R2 de 0.75 y 0.77 respectivamente. 

(Masaro, y otros, 2017) en su investigación basada en la predicción de precios 

de lácteos en el sector argentino haciendo uso de redes neuronales artificiales. 

Tuvo como objetivo ajustar un modelo de redes neuronales para realizar 

predicciones con precisión de precios de lácteos para apoyar la toma de 

decisiones en el sector productivo, comparándolos con los resultados de un 

modelo multivariado. Usó datos del sector desde el 2000 al 2012, construyendo 

una red con 3 capas, como resultado obtuvo las predicciones comparadas en 

RMSE: 0.0387 vs. 0.0186; MAD: 0.034 vs. 0.0153, y MPE (%): 7.64 vs. 3.5, 

correspondiente, apreciando una mejor evolución, destacando también las 

predicciones de la red con las reales, concluyendo que las RNA entrenadas de 

una manera eficiente pueden dar mejores resultados que métodos tradicionales 

de series de tiempo. 

En el ámbito nacional se tiene a (Huillca, y otros, 2019) en su investigación con 

título: Sistema inteligente para la predicción del precio de las acciones mineras 

en la bolsa de New York basado en un modelo de redes neuronales hibrido y 

máquina basada en soporte vectorial de regresión, tuvo como objetivo general 

desarrollar el sistema experto para mejorar la predicción de lo antes mencionado 

mediante técnicas de machine learning. La metodología se basó en planificación, 

proceso y el resultado donde obtuvo que mientras mayor es el coeficiente de 

correlación mejores se muestran los resultados, es por eso que el valor elegido 

para utilizarse en el modelo, fue el coeficiente que propuso. 

En el ámbito local se tiene a (Malaver, 2020) en su investigación Uso de redes 

neuronales para el pronóstico de ventas en la empresa de Buffets situada en la 

ciudad de Piura, Perú. Tuvo como objetivo el aplicar redes neuronales para 

obtener el menor porcentaje de error en la empresa. El tipo de investigación fue 

aplicada y de diseño cuasiexperimental, donde tuvo como población a las ventas 

de la empresa misma. Obtuvo como resultado 1% de error con las ventas reales 

y lo pronosticado por el modelo debido a la buena elección de las variables de 

entrada para el set de entrenamiento de la red neuronal. 
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(Zapata, 2019) en su investigación acerca del uso de redes neuronales para 

determinar pronósticos de inflación en el Perú, tuvo como objetivo determinar los 

valores por mes pronosticados por la red neuronal, haciendo uso de data 

histórica entre los años 2008 al 2017 para valores futuros, como resultados 

incluyó un ajuste de parámetros de la red neuronal a un número máximo de 

épocas de 2000, un error permitido de convergencia o del resultado de 

entrenamiento de la red de 0,01; la tasa de aprendizaje de 0,01; y el incremento 

del aprendizaje en 1,05. Estos datos hicieron que se pronostique los valores 

futuros de la inflación con un error de 6,9% concluyendo que la base de datos 

obtenida ayudo a mejorar el error de la predicción, además de la metodología 

utilizada y los parámetros de la red entrenada. 

El desarrollo de la presente investigación se torna en las bases teóricas que 

ayudarán en el sustento de la misma. 

Las redes neuronales artificiales han demostrado ser útiles para modelar las 

características de distintas situaciones reales. Las ventajas de este enfoque son 

muchas y la precisión, robustez y rapidez resultantes (Sarhani, y otros, 2021). 

Se ha dedicado un gran esfuerzo a desarrollar técnicas para la identificación de 

sistemas lineales invariantes en el tiempo. La identificación lineal se basa en 

valores medidos de entrada y salida del sistema. La identificación de los sistemas 

no lineales se basa también en los valores medidos de entrada y salida, pero, es 

más difícil (Heidari, y otros, 2019). 

La regresión de una variable dependiente, Y, sobre una variable independiente, 

X, es el cálculo del valor más probable de Y para cada valor de X a partir de un 

número finito de mediciones posiblemente ruidosas de X y los valores asociados 

de Y. Las variables X e Y suelen ser vectores. En la identificación del sistema, la 

variable dependiente Y, es la salida del sistema y la variable independiente, X, 

es la entrada del sistema. Para llevar a cabo la identificación del sistema, suele 

ser necesario asumir alguna forma funcional con parámetros desconocidos. Los 

valores de los parámetros se eligen para que se ajusten lo mejor posible a los 

datos observados. En el caso de la regresión lineal, por ejemplo, la salida, Y, se 

supone que es una función lineal de la entrada X, y los parámetros desconocidos, 

a, son coeficientes lineales. El enfoque presentado aquí utiliza un método que 
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libera de la necesidad de asumir una forma funcional específica (Heidari, y otros, 

2019). 

Existen varias definiciones para las redes neuronales, desde las más sencillas 

hasta las más detalladas donde se puede conceptualizar como: 

Las RNA son redes interconectadas en gran cantidad y en paralelo con 

elementos simples estos siendo usualmente adaptativos, y con una organización 

basada en la jerarquía, las cuales interactúan con el mundo real simulando el 

funcionamiento del sistema nervioso humano y biológico (Heidari, y otros, 2019). 

Elementos básicos que constituyen una red neuronal. En la siguiente Figura 1, 

se puede ver, un esquema de una red neuronal: 

Figura 1: Ejemplo de una red neuronal completamente conectada 

La representación está conformada por neuronas interconectadas y construidas 

en tres capas, las cuales pueden variar. Los datos de entrada ingresan mediante 

la capa de entrada, pasando a través de la capa oculta y saliendo por la capa de 

salida. Es importante mencionar que la capa intermedia está compuesta por 

varias capas (Heidari, y otros, 2019). 

Las redes neuronales de avance (FFNN) son la forma más popular forma de 

modelos de RNA que pueden percibir y aproximar modelos computacionales 

utilizando su avanzada estructura paralela de capas (Heidari, y otros, 2019). 

Se componen de un conjunto de neuronas, que actúan como elementos de 

procesamiento distribuidos en una serie de capas apiladas totalmente 

conectadas. El MLP es una clase especial de FFNN. En MLP, las neuronas 

deben organizarse en un modo unidireccional. La transición de datos en MLP se 
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produce entre tres clases de capas paralelas: la de entrada, la oculta y las capas 

de salida (Heidari, y otros, 2019). 

Análisis predictivo – regresiones 

Con la clasificación, el aprendizaje profundo es capaz de establecer 

correlaciones entre, por ejemplo, los píxeles de una imagen y el nombre de una 

persona. Esto podría llamarse una predicción estática. De la misma manera, si 

se expone a suficientes datos correctos, el aprendizaje profundo es capaz de 

establecer correlaciones entre situaciones del presente y situaciones futuras. Se 

puede ejecutar una regresión entre estos dos. El evento futuro es como la 

etiqueta en un sentido. El aprendizaje profundo no necesariamente se interesa 

por el tiempo, o el hecho de que algo no haya ocurrido todavía (Abu-Naser, y 

otros, 2019). 

Preprocesamiento de datos 

Para poder construir un modelo de redes neuronales artificiales se necesita un 

conjunto de datos necesarios para para poder predecir el valor de otro. Para el 

procesamiento de datos se necesita elegir los factores adecuados para el tipo de 

predicción y eliminar los innecesarios. (Abu-Naser, y otros, 2019). 

Además, el conjunto de datos debe contener suficientes muestras para que sean 

dividas en muestras de entrenamiento y muestras de validación, comúnmente se 

evalúan los datos y de ser necesario se realiza una normalización para que todos 

los datos sean reales (Abu-Naser, y otros, 2019). 

Para la selección de variables de entrada es necesario en algunos casos depurar 

los valores que contengan alta correlación, debido a que pueden hacer que el 

aprendizaje de la red se vea dificultada (Becerra, y otros, 2018). 

Entrenamiento de una red 

El entrenamiento de una red es importante y se basa en utilizar un conjunto de 

entrenamiento y otro para validar el resultado, estos pueden ser escogidos al 

azar y pueden ser de distinta calidad, la elección específica puede afectar los 

resultados globales del entrenamiento y validación. Estos son probados con un 

algoritmo de entrenamiento, preciso para esperar el comportamiento de la red 
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neuronal deseado(Machine learning a model for RNA structure prediction, 

December 2020). 

Las neuronas codificadas procesan los parámetros de entrada en dos caminos: 

haciendo combinaciones lineales para después ejecutar, por medio de una 

función de activación, esas combinaciones (Smith, 2017). 

La esencia de la tasa de aprendizaje proviene de la observación de que el 

aumento de la tasa de aprendizaje puede tener un efecto negativo a corto plazo 

y, sin embargo, conseguir un efecto beneficioso a largo plazo. Esta observación 

conduce a la idea de dejar que la tasa de aprendizaje varíe dentro de un rango 

de valores en lugar de adoptar un valor fijo o exponencialmente decreciente. Es 

decir, se fijan unos límites mínimo y máximo y la de aprendizaje varía 

cíclicamente entre estos límites (Smith, 2017). 

Técnicas de estimación 

Una vez definida la estructura del modelo, es decir, la función paramétrica, y se 

ha recogido un conjunto de datos, la estimación del parámetro es 

conceptualmente sencilla: Minimizar la distancia entre las salidas predichas y las 

salidas medidas (Soltani, y otros, 2019). 

Visualización de pérdidas y precisión 

Después del entrenamiento de una red neuronal, se puede visualizar el progreso 

de la Red con una función auxiliar personalizada. A medida que una red se 

entrena, se puede ver que la pérdida disminuye y la precisión aumenta. Como 

regla general, se busca en un gráfico que las dos líneas  converjan o se alineen 

 a medida que aumenta el número de épocas. Si no lo hacen, entonces eso es 

una señal de que el modelo es inadecuado y se tendrá que volver atrás y cambiar 

algunos parámetros (Santos , 2020). 

Fase de validación 

La Fase de Prueba o validación, contiene un grupo de datos diferentes a 

utilizados para el set de entrenamiento, que ayudan a controlar el proceso de 

aprendizaje de la red.  En la fase de entrenamiento se realizarán varios ajustes, 

donde se presentan situaciones particulares cuando la red se acopla a los 

valores porque va perdiendo la capacidad de realizar aprendizaje en casos 
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nuevos, como si se acoplara a los datos que van ingresándose y luego cuando 

se agregan distintos datos la red no los aprende (Hidalgo, y otros, 2020). 

Medición del error de predicción 

 Se van a presentar seguidamente situaciones de errores en el cálculo de una 

predicción. En la práctica, se busca minimizar ambos tipos de errores optando 

por el mejor método junto con sets de datos ajustados, y es por eso que existe 

la medición del error (Díaz, 2020). 

Uso de métricas 

El uso de métricas en el machine learning son proporcionadas en algunos casos, 

por funciones codificadas de los lenguajes de programación, uno de los más 

conocidos Python, debido a las librerías disponibles donde se trabaja IA, sckit-

learn es una de las librerías donde se utilizan métodos de imputación y 

evaluación para reproducir resultados de modelos realizados (Yang, y otros, 

2022). 

Score de varianza explicada 

La varianza se puede describir como la extensión de los datos si la varianza es 

cero significa que los datos contienen los mismos valores. La varianza es el 

promedio de las diferencias cuadradas de la media y se conoce como varianza 

total de los datos. Después de aplicar un modelo de regresión, la diferencia entre 

los datos previstos y los reales se denomina varianza residual. La diferencia 

entre la varianza total y la varianza residual se conoce como varianza explicada. 

(Shivani, y otros, 2021) 

Error cuadrático medio estandarizado 

El error cuadrático medio estandarizado es la desviación estándar de los valores 

restantes (error de predicción). Estos valores son una forma de medir que tan 

lejos esta la línea de regresión de los datos. Por lo que, es una medida que se 

puede usar para medir cuán dispersos se grafican estos valores. Se puede decir 

también, que se define en cuán concentrados están los datos en función de la 

línea de mejor ajuste (Chicco, y otros). 
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El RMSE se usa ampliamente con situaciones reales tales como el pronóstico, 

predicción y análisis de regresión. Para validar los resultados resultantes de la 

experimentación existe la siguiente fórmula: 

  

Donde f representa  el valor estimado para los datos que aún no se conocen. 

Y o: es el valor obtenido, en otras palabras, datos que se conocen (Wang, y 

otros, 2018). 

Los bienes inmuebles se clasifican comúnmente en urbanos, rústicos y de 

características o atributos especiales, del cual, la clasificación de este dependerá 

de la naturaleza del terreno (Rubio, y otros, 2020). 

Precio de un inmueble 

Un bien está constituido por un grupo de atributos que lo caracterizan, su precio 

en el mercado inmobiliario se basa en la suma del precio individual de todas 

estas. Por medio de técnicas de regresión estadística se logra una cuantificación 

monetaria de todas las propiedades que conforman el inmueble analizado y 

estiman su valor en el mercado (Picardo, 2019). 

Para obtener un precio abierto a mercado más exacto se debe hacer una 

operación con el valor del terreno, agregado la construcción y obras añadidas. 

El valor principal se calcula con el precio del metro cuadrado del terreno, 

calculándolo con un estudio de mercado, ese valor multiplicado por los metros 

cuadrados que posee la vivienda. Esos datos se registran en el predio según su 

clasificación: urbano o rústico (Urbania, 2016). 

De esta manera, es pertinente utilizar un modelo de regresión lineal para predecir 

el precio de un inmueble tomando como variables a sus características, en su 

versión más simple, de la siguiente manera:  
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donde Yi es el precio de la vivienda i, las X1...Cp. refieren a los p atributos de la 

vivienda i, los β1...βp son los coeficientes a estimar y Ei el término de error, 

independiente e idénticamente distribuido (iid) N (0, σ¯) (Debray, y otros, 2017). 

Estos modelos de predicción de precios de bienes raíces inician en la incógnita 

de que el precio de un bien se puede dividir en la suma del precio de sus 

características, o atributos, donde se trata de un tipo de regresión lineal donde 

sus covariables son todas las características del inmueble y la variable de salida 

es el resultado, ósea, el precio del inmueble. (Picardo, 2019).  
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III. METODOLOGÍA 

3.1 Tipo y Diseño de investigación 

La presente investigación fue de tipo aplicada porque según el autor (Lozada, 

2015) es la investigación que genera conocimiento con su aplicación directa o 

en un promedio de tiempo en la sociedad, donde presenta un significativo aporte 

por la utilización del conocimiento proveniente de la investigación básica. 

Asimismo, el enfoque de la presente investigación fue cuantitativa, debido a que 

se analizaron resultados por medio de la estadística y como indica los autores 

(Fernández, y otros, 2002) es la investigación en la cual se recopilan y se 

analizan datos sobre variables, trata de dar sentido a los objetivos de la misma 

con los resultados a través de las muestras para hacer la consecuencia a una 

población de la cual toda la muestra procede. 

La investigación presente fue de nivel explicativo, debido a que se explicó cómo 

va desarrollándose y simulando un modelo de red neuronal para la predicción de 

un precio real, también (List, 2018) la investigación explicativa orienta a los 

investigadores a estudiar y entender el entorno de manera más profunda, para 

obtener resultado de manera eficiente. 

Por último, el diseño de la investigación presentada fue Preexperimental, debido 

a que se sometió el modelo a varias pruebas con los valores obtenidos de los 

inmuebles para poder medir el grado de efectividad (Diseños Preexperimentales 

y cuasiexperimentales aplicados a las ciencias sociales y educación, 2020) es 

un diseño donde se utilizan preexperimental para acercarse más al fenómeno 

que se está investigando, utilizando un estímulo para generar una hipótesis y 

posterior medir sus variables para observar sus efectos. 

3.2 Variables y Operacionalización 

La presente investigación contó con dos variables, la variable independiente es 

el modelo basado en redes neuronales con definición: Un sistema computarizado 

integrado por un gran conjunto de elementos simples, muy interconectados, de 

los cuales se procesa información debido a su estado dinámico en función de 

entradas y salidas (Heidari, y otros, 2019), y la variable dependiente Predicción 
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del precio de un inmueble que se define como la predicción es el anuncio de lo 

que se espera que puede suceder. Es un elemento importante de las ciencias, 

en general, pues permiten iniciar experimentos y contrastar el hecho esperado 

con la realidad. (Westreicher, 2020). Los bienes inmuebles son aquellos que 

como su nombre lo indica son inmóviles, que no se pueden separar del terreno 

en el que se encuentran, pero de manera más específica de los bienes raíces, 

de tal modo, son terrenos o construcciones que se caracterizan como bienes 

físicos o jurídicamente. (Téllez, y otros, 2021). La variable independiente tiene 

cuatro dimensiones las cuales son: Entrenamiento de la red, parámetros y 

patrones, modelo y criterios de evaluación. Para la primera dimensión tenemos 

el indicador Incremento de la precisión, para la dimensión modelo tenemos el 

indicador Algoritmo, para el indicador criterios de evaluación tenemos porcentaje 

mínimo de la predicción. Para la variable dependiente tenemos las dimensiones: 

Inmuebles departamentos en la ciudad de Piura, Inmuebles tipo casa en la 

ciudad de Piura, para la primera dimensión está el indicador precio predicho y 

para la segunda dimensión está el indicador precio predicho igualmente. La 

Operalización se detalla más en Anexo. 

3.3 Población, muestra y muestreo 

(Artigas, y otros, 2010) indican que la población es un grupo finito o infinito de 

componentes con características similares que servirán para dar una conclusión 

a una investigación. En la siguiente investigación para medir la efectividad del 

modelo de red neuronal se enfoca como unidad de análisis el mismo modelo, 

siendo una población finita los registros de la predicción del precio del inmueble, 

del error de predicción y del incremento de la precisión estableciendo la muestra 

elegida por conveniencia por los investigadores, cantidad pertinente para 

analizar las variables. 

3.4 Técnicas e instrumentos de recolección de datos 

La técnica utilizada para la investigación fue la observación, utilizada para 

registrar las distintas simulaciones de la red neuronal modelada, y como indica 

(Simister, 2017) en su forma más simple, la observación implica ver cosas, como 

objetos, procesos, relaciones, acontecimientos, y registrar formalmente la 

información. 
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Consistió en aplicar el instrumento ficha de análisis documental para identificar 

el modelo más adecuado para desarrollar una predicción de precios de 

inmuebles. 

Seguidamente se aplicó el instrumento de ficha de registro que según 

(Hernández, y otros, 2020) es un instrumento que contiene los aspectos 

diseñados a recolectar, esta debe ser sencilla y de fácil entendimiento para que 

el investigador pueda completarla. Utilizada para evaluar el incremento de la 

precisión de una red neuronal, basado en las características que harán que varíe 

el resultado obtenido de la predicción tales como los datos procesados, el set de 

datos, el número de neuronas y capas y el ciclo de entrenamiento. 

Se aplicó otra ficha de registro para evaluar el porcentaje mínimo de error de la 

predicción después del ajuste de la red neuronal, para verificar cual obtiene un 

acercamiento más al precio real. 

Para evaluar el precio predicho se utilizó el instrumento de ficha de registro para 

obtener el resultado del precio predicho por la red neuronal y el precio real que 

se quiso predecir. 

Para la presente investigación se tomó consideración avalar la validez de las 

fichas de registro, debido a que el instrumento se elaboró únicamente para 

recolectar información necesaria con los ítems elaborados para la investigación, 

todo esto con la finalidad de evaluar los objetivos inicialmente planteados y 

(Almanasreh, y otros, 2019) argumentan que la validez del contenido 

proporciona pruebas sobre el grado en que los elementos de un instrumento de 

evaluación son relevantes y representativos del contenido de un instrumento de 

evaluación es relevante y representativo del constructo que se pretende evaluar. 

La confiabilidad de la investigación como indica (Roberts, y otros, 2006) son 

formas de demostrar y comunicar el rigor de los procesos de investigación y la 

fiabilidad de los resultados de la investigación. Esta depende de una serie de 

características de la investigación: la pregunta inicial de la investigación, cómo 

se recogen los datos, incluyendo cuándo y de quién, cómo se analizan y qué 

conclusiones se extraen, concluyendo el uso del test retest. 

Tabla Nº 1: Técnicas e instrumentos 
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Indicadores  Técnica  Instrumentos  Fuente  Informante  

Incremento de 
la precisión  

Observació
n  

Ficha de 
registro 

creadas por 
la aplicación  

Investigador 

Porcentaje de 
error mínimo de 
la predicción 

Observació
n  

Ficha de 
registro 

creadas por 
la aplicación  

Investigador 

Precio predicho Observació
n  

Ficha de 
registro 

creadas por 
la aplicación  

Investigador 

Parámetros de 
entrada  

Observació
n  

Ficha de 
registro 

creadas por 
la aplicación  

Investigador 
 

Modelo Análisis 
documenta
l 

Ficha de 
análisis 
documental 

Documentos Investigador 

Fuente: Elaboración propia 

3.5 Procedimientos 

Las fichas de registro buscan medir la efectividad del modelo de red neuronal 

desarrollado para la predicción de un precio. Se aplicó la revisión  para elegir el 

modelo preciso para la elaboración de la red neuronal, luego se registró en la 

debida ficha los datos de la simulación de cada resultado dado por el modelo, 

donde se podrá medir el número de neuronas de entrada (los datos de entrada), 

las capas ocultas que contienen los epochs o épocas de cómo se va a entrenar 

la red, el set de entrenamiento que contiene un número de datos específicos 

obtenidos mediante otra ficha de registro para los parámetros, es decir, los datos 

que servirán para que la red neuronal aprenda de estos y pueda predecir, esto 

para evaluar la eficiencia en la predicción. Por último, se registró el resultado de 

la predicción del precio de un inmueble ingresado y el real en la red neuronal 

para evaluar el error entre los resultados.  

3.6 Métodos de análisis de datos 

El procesamiento de datos se hizo mediante la obtención de características de 

inmuebles de páginas inmobiliarias de la ciudad de Piura, los resultados 

arrojados por el modelo desarrollado se analizaron con estadística descriptiva y 

de regresión lineal para comparar los precios reales con los precios predichos y 

analizar la función de pérdida del entrenamiento de la red mediante gráficos 

lineales, que permita describir los resultados de cada configuración y para 

evaluar el error normal, error absoluto, el error cuadrático medio y el score de 
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varianza que fue hallado mediante una función codificada de la red neuronal, 

para medir la efectividad del modelo. 

3.7 Aspectos éticos 

Para desarrollar la actual investigación se tomaron en cuenta los aspectos éticos 

tales como: respetar toda base teórica, recurriendo a los antecedentes 

previamente planteados, citando correctamente a autores y ciñéndose a la 

ejecución de los instrumentos para ser evaluados. Resguardar toda integridad 

de los datos que han intervenido en la investigación, siendo el caso de ser 

nombrados siempre y cuando exista una autorización. 
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IV. RESULTADOS 

 

Para el objetivo Determinar el modelo a desarrollar para la red neuronal, se 

obtuvo según (Hilera, y otros, 2000) definiendo un modelo secuencial de única 

entrada y salida basado en ajustes ReLu (rectified linear unit) un modelo de red 

neuronal basado en 4 fases. 

Las fases de este modelo comprenden su metodología, tanto para su 

preparamiento, desarrollo y validación, las cuales son: 

▪ Definición de la red neuronal: Donde se define toda la configuración de la 

red neuronal, set de datos, modelo, neuronas, capas, función de 

activación.  

▪ Entrenamiento: Donde se define que tipo de aprendizaje se va a utilizar, 

para el modelo secuencial fue el supervisado. 

▪ Validación: Donde se pone a prueba el modelo entrenado y se hace la 

ejecución de la red neuronal,  

▪ Mantenimiento: Donde luego se realiza un mantenimiento que significa, el 

volver a validar el modelo y ajustar sus configuraciones para que se 

mantengan en el tiempo. 

Para el objetivo Identificar los parámetros de entrada para el modelo de la 

predicción de los precios, se obtuvo la recopilación de datos mediante web 

scrapping de distintas webs que poseían datos de inmuebles en venta en la 

ciudad de Piura obteniendo como valores máximos mostrados en la siguiente 

tabla: 

Tabla Nº 2: Valores obtenidos parámetros de entrada en Piura  

 Año Tipo de Inmueble: Casas Páginas utilizadas 

Valores Máximos 1 80 3 

Fuente: Elaboración propia 

Para complementar los datos obtenidos dentro de la ciudad de Piura también se 

utilizó esta herramienta para conseguir datos sobre inmuebles valorizados por 

métodos estadísticos y ya vendidos, obteniendo como valores los mostrados en 

la siguiente tabla: 
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Tabla Nº 3: Valores obtenidos parámetros de entrada pág. alternas 

 Año Tipo de Inmueble: Casas Páginas utilizadas 

Valores Máximos 3 21000 1 

Fuente: Elaboración propia 

Posteriormente, se hizo el procesamiento de estos datos y normalización para 

formar parte del set de entrenamiento de la red neuronal, los cuales serían los 

parámetros de entrada de la misma. Para esto se analizaron los datos mediante 

un gráfico de dispersión para visualizar la relación entre dos variables, siendo 

estas el precio del inmueble y los m2 habitables del terreno: 

 

 

 

 

 

 

 

 

 

 

Figura 3: Diagrama de Dispersión de Inmuebles 

Fuente: Elaboración Propia 

Para el objetivo Determinar la efectividad del modelo de redes neuronales 

en la predicción de un inmueble, realizó la configuración para el entrenamiento 

de la red neuronal y analizar el resultado del mismo. Como primera configuración 

los datos se pueden apreciar en la siguiente tabla:  
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Ficha de registro: Resumen de red neuronal construida y entrenada Nº 1 

Tipo de prueba: 
test  

Indicador: Aumento de la precisión. 

Datos procesados habitaciones',’baños’,’m2_habitables’,’m2_terreno’,'pisos', 

'm2_techado’, ‘m2_sotano’ - 7 

Tipo de variables numéricas 

Tamaño del set 

de entrenamiento 0.25 

Número de 

Epochs 100 

Número de 

neuronas 200 

Número de Capas 4 

Función de 

pérdida  mean_squared_error 

Tabla Nº 4: Resumen de red neuronal construida y entrenada Nº1  

Fuente: Elaboración propia 

El historial del entrenamiento y la pérdida del entrenamiento durante las epochs 

esta resumida en la siguiente tabla: 

Tabla Nº 4: Resumen de historial de entrenamiento 

    loss   val_loss 
 

0 0.001213   0.001425 

1 0.001213   0.001425 

2 0.001096  0.001468 

3 0.001071   0.001226 

… … … 

97 0.000890   0.000995 

98 0.000896   0.000998 

99 0.000908   0.001020 

Fuente: Elaboración propia 
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Estos datos fueron representados mediante la función history.keys() y 

posteriormente representados en el siguiente gráfico: 

 

Figura 4: Gráfico rendimiento del modelo durante el entrenamiento Nº1 

Fuente: Elaboración Propia 

El gráfico de curvas de aprendizaje muestra el progreso del modelo durante el 

entrenamiento, representado por los valores de pérdida del entrenamiento y 

validación. Un buen ajuste se identifica si la curva de pérdida de entrenamiento 

disminuye hasta conseguir un punto de estabilidad y si consigue tener una 

brecha pequeña con la curva de validación, en este caso se usó un test size = 

0.25 y un validation Split = 0.5 por lo cual se muestran movimientos ruidosos que 

pueden demostrar que el set de datos de validación es escaso o reducido. 

Se puso a prueba el modelo con la predicción del precio de una casa de ocasión 

en venta donde se puede apreciar: 

Tabla Nº 5: Resultado Simulación Nº1 

Simulación Resultado Predicción Valor de validación 

1 231103 140000 

Fuente: Elaboración propia 
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Para interpretar el error obtenido del entrenamiento se realizó la siguiente tabla: 

Tabla Nº 6: medición del error del modelo Nº1 

Mae (y_test, prediction) 0.020651905247304213 

Mse (y_test, prediction) 0.0010650129809143634 

 
Explained variance score (y_test, 
prediction) 

0.5532307782516434 

Fuente: Elaboración propia 

En esta tabla podemos apreciar un variance score de 0.55 lo cual indica que no 

es tan adecuado el modelo entrenado ya que ha conseguido una puntuación 

lejana de 1,0 la cual es adecuada para el modelo. 

Para la segunda configuración, los datos del modelo se detallan en la siguiente 

tabla: 

Tabla Nº 7: Resumen de red neuronal construida y entrenada Nº2 

Ficha de registro: Resumen de red neuronal construida y entrenada Nº 2 

Tipo de prueba: 
test  

Indicador: Aumento de la precisión. 

Datos procesados habitaciones',’baños’,’m2_habitables’,’m2_terreno’,'pisos', 

'm2_techado’, ‘m2_sotano’ - 7 

Tipo de variables numéricas 

Tamaño del set 

de entrenamiento 0.3 

Número de 

Epochs 500 

Número de 

neuronas 53 

Número de Capas 4 

Función de 

pérdida  mean_squared_error 

Fuente: Elaboración propia 

Se decidió por aumentar el número de epochs para que el entrenamiento resulte 

más estable y se disminuyó el número de neuronas también aumentando el set 

de entrenamiento y validación, los resultados del modelo se graficaron en la 

siguiente figura:  
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Figura 5: Gráfico rendimiento del modelo durante el entrenamiento Nº2 

Fuente: Elaboración Propia 

En el grafico se puede mostrar que la perdida se estabilizo considerablemente 

sin embargo la brecha entre las dos curvas no se aprecia muy bien, se utilizó un 

test_size = 0,3 y un validation_split = 0,4 y a pesar del aumento de epochs no se 

obtuvo un buen resultado del entrenamiento, dando la tabla de medición del error 

de la siguiente manera: 

Tabla Nº 8: Resultado de Simulación Nº2 

Simulación Resultado Predicción Valor de validación 

2 313780 185000 

Fuente: Elaboración propia 

Tabla Nº 9: medición del error del modelo Nº2 

Mae (y_test, prediction) 0.020369810766150073 

Mse (y_test, prediction) 0.0011016155079383104 

 
Explained variance score (y_test, 
prediction) 

0.5455105675913179 

Fuente: Elaboración propia 

A pesar de que el entrenamiento ha sido más estable, el variance score ha 

disminuido a 0.54 lo cual no lo hace aceptable para predecir precio de inmuebles 

Para la tercera configuración, los datos del modelo se detallan en la siguiente 

tabla: 
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Tabla Nº 10: Resumen de red neuronal construida y entrenada Nº3 

Ficha de registro: Resumen de red neuronal construida y entrenada Nº 3 

Tipo de prueba: 
test  

Indicador: Aumento de la precisión. 

Datos procesados habitaciones',’baños’,’m2_habitables’,’m2_terreno’,'pisos', 

- 5 

Tipo de variables Numéricas 

Tamaño del set 

de entrenamiento 0.3 

Número de 

Epochs 400 

Número de 

neuronas 53 

Número de Capas 4 

Función de 

pérdida  mean_squared_error 

Fuente: Elaboración propia 

 

Se decidió por disminuir el número de epochs sin modificar el número de 

neuronas y capas, los resultados del modelo se graficaron en la siguiente figura:  

 

 

 

 

 

 

 

 

 

Figura 6: Gráfico rendimiento del modelo durante el entrenamiento Nº3 

Fuente: Elaboración Propia 
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El grafico muestra una estabilidad entre la perdida de entrenamiento y la perdida 

de validación debido a que se empleó una menor cantidad de epochs 

manteniendo el test size y el validation Split, agregando un batch_size = 128 y 

un random state = 101 los cuales ayudaron a estabilizar el entrenamiento del 

modelo. La tabla de la medición de errores es la siguiente: 

Tabla Nº 11: Resultado de Simulación Nº3 

Simulación Resultado Predicción Valor de validación 

3 196146 140000 

Fuente: Elaboración propia 

Tabla Nº 12: medición del error del modelo Nº3 

Mae (y_test, prediction) 0.010912378749528556 

Mse (y_test, prediction) 0.000920310691491143 

 
Explained variance score (y_test, 
prediction) 

0.7998036653422818 

Fuente: Elaboración propia 

En esta tabla se puede apreciar un mejor variance score de 0.8, el deseado es 

1,0 pero 0.8 es un score aceptable obtenido para la predicción de inmuebles en 

base a sus características. 

Para el objetivo específico: Evaluar el porcentaje de error mínimo para que la 

red neuronal sea efectiva 

Para la evaluación del error en la predicción del resultado del modelo, se tiene la 

siguiente tabla: 

Tabla Nº 13: Resultados de predicción del modelo 

SIMULACIÓN PREDICCIÓN VALOR 
REAL 

ERROR 
NORMAL 

ERROR 
ABSOLUTO 

1 231103 140000 -65% 65% 

2 243780 185000 -31% 31% 

3 176146 140000 -25% 25% 

Fuente: Elaboración Propia 

En esta tabla podemos apreciar como el porcentaje de error disminuyó con los 

ajustes en las simulaciones del modelo de red neuronal, obteniendo como valor 

mínimo un error del 25% en la tercera simulación con un score de varianza de 

0.80.   
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V. DISCUSIÓN 

 

El resultado obtenido al procesar los datos recolectados relacionados al objetivo, 

Determinar el modelo a desarrollar para la red neuronal, se puede afirmar que el 

modelo de red neuronal adecuado es el secuencial de única entrada y salida, 

debido a que la red neuronal construida necesitaba de los valores de entrada 

para poder predecir un único valor, el precio de un inmueble. Estos hallazgos 

difieren de la investigación de (Masaro, y otros, 2017) que explica que, para la 

predicción de valores que se extienden en el tiempo se necesita de un modelo 

perceptrón multicapa, la composición de la red neuronal es similar, pero la salida 

de la red neuronal llega a ser de múltiples valores, debido a que se aplica en 

series de tiempo. Sin embargo, la manera en la que se ejecuta el entrenamiento 

de la red neuronal en los dos casos es igual, un aprendizaje supervisado, donde 

ya se tiene conocimiento del set de entrenamiento y por lo tanto se aplica de 

manera directa, a diferencia del no supervisado donde no se saben los patrones 

y se van hallando con el tiempo. 

Distintos autores como (Grajales, 2019) y (Guerrero, 2018) de las 

investigaciones estudiadas, concuerdan en que para desarrollar una red 

neuronal para la predicción de un único valor se necesita de un modelo 

secuencial, porque la RNA necesita reemplazar el método estadístico tradicional 

basado en regresión lineal, utilizado para la predicción de precios de inmuebles. 

De acuerdo al objetivo Identificar los parámetros de entrada para el modelo de 

la predicción de los precios, los resultados obtenidos mediante el análisis de las 

características de los inmuebles, se tomaron 7 valores, incluyendo como 

esenciales los metros cuadrados del inmueble y del terreno, esto concuerda con 

la investigación realizada por (Bozanic, 2020) donde el análisis de datos 

correspondiente dio como resultado la selección de 7 valores, siendo de estos 

igualmente los más importantes los ya mencionados. El estudio también 

relaciona las habitaciones, los pisos y los baños como parte fundamental de las 

características de un inmueble en su estimación. En los resultados hallados de 

la presente investigación se usan estos valores para la predicción de un inmueble 

en venta, sin embargo, (Bozanic, 2020) indica que se utilizan estos datos para 
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dos tipos de operación, usando datos de casas, departamentos y oficinas en la 

venta y el arriendo. 

Para la selección de las variables que incluyeron el set de entrenamiento de la 

red neuronal se necesitó cambiar todos los datos recolectados del instrumento a 

tipo numérico para que la red neuronal haya sido más efectiva. Se tomaron 

rangos de 1-5 para indicar la condición y el uso del código postal para referirse 

a la zona de ubicación del inmueble, este análisis se puede contrastar con la 

investigación de (Grajales, 2019) que indica en su investigación que esos datos 

fueron descartados después de la limpieza de datos, debido a que iba a restar 

precisión en la predicción de la red neuronal de regresión lineal, sin embargo, en 

su investigación señala que no solo se usa este modelo de RNA sino 5, donde 

en los demás si se toman en cuenta estos valores, esto a diferencia de la 

presente investigación en la cual se usa el modelo secuencial y se toman estos 

datos en un inicio obtenidas del instrumento de recolección de datos. 

Con respecto al objetivo planteado Determinar la efectividad del modelo de redes 

neuronales en la predicción de un inmueble, en base a sus características, 

existen distintas maneras de configurar una red neuronal para la predicción de 

precios, la efectividad de una red neuronal se basa tanto en los resultados de su 

entrenamiento como en medir el error del valor aproximado y real, analizando las 

investigaciones, (Malaver, 2020) indica que hizo uso de 3 configuraciones 

basadas en un set de datos, epochs y numero de capas y neuronas, esto 

concuerda con los resultados obtenidos, debido a que se necesita simular cada 

configuración de la arquitectura de la red para obtener el error mínimo. Esta 

técnica propone unos resultados basados en graficar el proceso de pérdida 

durante el modelo, tal y como lo señala (Santos , 2020), esto desenlaza en 

métricas para evaluar el desempeño del mismo. Se emplearon las métricas de 

score de varianza y RMSE, este último, también es empleado en la investigación 

de (Huillca, y otros, 2019) utilizado para la predicción de precio diario de la bolsa 

de valores, esta métrica es importante para evaluar situaciones donde se 

empleen regresiones y es por eso que se usó en la investigación.  

Como último punto, del objetivo Evaluar el porcentaje de error mínimo para que 

la red neuronal sea efectiva se pudo rescatar que el error en la predicción del 
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precio de un inmueble influyen distintos factores como las variables, la 

configuración de la red y su posterior evaluación para seguir realizando los 

ajustes simulación tras simulación hasta obtener el error mínimo, a esto se tuvo 

que la red neuronal arrojó resultados que dieron como error mínimo un 25%, 

después de dos simulaciones donde se obtuvo un 65% en la primera 

configuración y un 35% en la segunda configuración, uno de los parámetros 

utilizados para darle estabilidad al modelo y pueda ser efectivo fue el random 

state, un parámetro del aprendizaje supervisado, y el test size (tamaño del 

conjunto de prueba), así como el seleccionar ciertas variables que son más 

determinantes para entrenar el modelo y descartar otras, este análisis se puede 

comparar con la investigación de (Malaver, 2020) donde elaboró simulaciones 

en la predicción de un pronóstico de ventas donde obtuvo 14%, 11% y 1% de 

error, considerando este último como el mínimo, la manera en la que se obtuvo 

este resultado para ser considerada efectiva fue en el uso de la métrica de señal 

de rastreo, usada para pronósticos y la cual le permitió evaluar si el modelo era 

el adecuado, a comparación de la presente investigación donde se usó el score 

de varianza importada desde sklearn el cual indicaba una aproximación a 1,0 lo 

cual se interpreta como mejor puntuación.  

Obtener un resultado de error mucho menor se considera más complicado con 

respecto a la investigación de (Malaver, 2020) debido a que esta solo utiliza 5 

variables que se centran en la fecha de venta, tipo de servicio, y el total de la 

venta, que pueden ser fácilmente utilizados en su totalidad como set de 

entrenamiento y que su variable determinante es el total de la venta, además de 

usar un modelo que es el más utilizado para los pronósticos, ayudó en la 

elaboración del modelo, en el caso de las regresiones existen múltiples modelos 

que pueden ser utilizados para obtener los datos relevantes y decisivos sobre la 

predicción y hay una amplia variedad de análisis, de la cual se escogió solo una, 

el modelo secuencial de RNA.  
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VI. CONCLUSIONES 

 

En la presente investigación, se llegó a la conclusión de que el uso de un modelo 

secuencial es el adecuado para desarrollar un modelo de redes neuronales 

basado en la predicción, donde se demostró un funcionamiento adecuado en 

función de entradas de datos, única salida y en su metodología de construcción, 

que la hace adecuada para los modelos basados en regresión. 

Queda demostrado que los parámetros de entrada asignados son los correctos 

para desarrollar la red neuronal, esto debido a que características como los 

metros cuadrados del inmueble, las habitaciones, baños y número de pisos son 

variables cruciales en la estimación de un bien, a pesar de haber descartado 

algunos datos como la vista, condición y el código postal en el procesamiento de 

datos, mostraron coherencia  al ser utilizados tanto como set de entrenamiento 

en las simulaciones y como parámetros para la predicción. 

Para la determinación de la efectividad de un modelo de redes neuronales en la 

predicción de inmuebles se concluyó que el modelo es efectivo no solo por las 

correctas configuraciones realizadas tras cada simulación, sino por el uso de 

métricas como el score de varianza, que permitieron evaluar el modelo en base 

a su precisión durante el entrenamiento, siendo efectivo con un score de 0.8, 

aceptable para los parámetros utilizados y el número de épocas empleadas en 

el último registro del proceso de modelamiento. 

Por último, se demostró que el porcentaje mínimo para que la red neuronal sea 

efectiva es de 25%, gracias a la visualización de pérdida del modelo, donde se 

pudo analizar y ajustar la configuración en cada registro, además de que fue 

mejorando de manera sucesiva a pesar de no haber procesado el parámetro de 

ubicación de un inmueble, un valor más complicado de evaluar en valores 

numéricos.   
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VII. RECOMENDACIONES 

 

• Se recomienda a los investigadores la elaboración de investigaciones con 

más visión a los indicadores que puedan evaluar un modelo de redes 

neuronales, ya que con los avances tecnológicos serán más complejos, a 

fin de lograr unos resultados mucho más precisos.  

• Asimismo, tomar en cuenta más parámetros para la creación de un set de 

entrenamiento, para mejorar el porcentaje de error en la predicción en la 

red neuronal. Además, se recomienda crear un método que permita 

ingresar datos periódicamente en las redes neuronales de predicción, 

esto para evitar que el modelo pierda efectividad con el tiempo.  

• Se recomienda a las empresas y agencias inmobiliarias, usar inteligencia 

artificial para poder predecir futuras propiedades y así tomar decisiones 

que puedan sobreponerse frente a la competencia en el sector 

inmobiliario. 
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ANEXOS 

ANEXO 1: Matriz de consistencia 

Problema Objetivos Variable Dimensiones Indicadores 
Escala de 
medición 

Diseño 
metodológico 

¿Cuál es la 
efectividad del 
modelo de redes 
neuronales en la 
predicción del 
precio de 
inmuebles en la 
ciudad de Piura?  

Determinar la 
efectividad del 
modelo de redes 
neuronales en la 
predicción de un 
inmueble, en 
base a sus 
características. 

Predicción 
de precios 
de 
inmuebles. 

Predicción de casas 
en la ciudad de Piura. Precio predicho Intervalo 

Población: fichas de 
registro de resultados 
de simulaciones. 
Tipo de investigación: 
Aplicada. 
Diseño de 
investigación: 
Preexperimental. 
Nivel de 
investigación: 
Descriptivo. 
Técnicas de 
obtención de datos: 
Observación y 
análisis de 
documentos. 
Instrumentos para la 
obtención de datos: 
Fichas de registro y 
de análisis 
documental. 
Técnicas para el 
procesamiento de 
datos: 
Hojas de cálculo  
  
  
  
  

¿Cuáles son los 
datos que se 
deben obtener 
para los 
parámetros de 
entrada de la red 
neuronal?  

Identificar los 
parámetros de 
entrada para el 
modelo de la 
predicción de los 
precios. 

Modelo 
basado en 

redes 
neuronales 

 

Parámetros y 
patrones. 

Parámetros de 
entrada. Intervalo 

¿Cuál es el 
porcentaje de error 
necesario para la 
predicción de 
precios de 
inmuebles?  
  

Evaluar el 
porcentaje de 
error mínimo 
para que la red 
neuronal sea 
efectiva. 
  

Criterios de 
evaluación. 

Porcentaje de 
error mínimo de 
la predicción. Ordinal 

Entrenamiento de la 
red. 

Incremento de la 
precisión. Intervalo 

¿Cuál es el modelo 
adecuado para la 
predicción de 
precios? 

Determinar el 
modelo a 
desarrollar para 
la red neuronal. 

Modelo Algoritmo 

  

Fuente: Elaboración Propia 



 

 

 

ANEXO 2: Operacionalización de variables 

Variable Definición conceptual Dimensión Indicador Nivel de medición 

Modelo 

basado en 

redes 

neuronales 

Un sistema computarizado integrado por un gran 

conjunto de elementos simples, muy 

interconectados, de los cuales se procesa 

información debido a su estado dinámico en 

función de entradas y salidas (Heidari, y otros, 

2019). 

Entrenamiento de la 

red. 

Incremento de la precisión. Intervalo 

Criterios de 

evaluación. 

Porcentaje de error mínimo de la 

predicción. 

Ordinal 

Parámetros y 

patrones. 

Parámetros de entrada. Intervalo 

Modelo Algoritmo  

Predicción de 

precios de 

inmuebles 

La predicción es el anuncio de lo que se espera 

que puede suceder. Es un elemento importante 

de las ciencias, en general, pues permiten iniciar 

experimentos y contrastar el hecho esperado con 

la realidad. (Westreicher, 2020).  

Los bienes inmuebles son aquellos que como su 

nombre lo indica son inmóviles, que no se 

pueden separar del terreno en el que se 

encuentran, pero de manera más específica de 

los bienes raíces, de tal modo, son terrenos o 

construcciones que se caracterizan como bienes 

físicos o jurídicamente. (Téllez, y otros, 2021) 

 

Predicción de casas 

en la ciudad de 

Piura. 

Precio predicho. Intervalo 

Fuente: Elaboración propia 



 

 

 

ANEXO 3: Instrumentos 

Ficha de registro 1 – Indicador: Aumento de la precisión. 

Ficha de registro - Resumen de red neuronal construida y entrenada Nº 

Investigador: Carlo César García Palacios 

Tipo de prueba: test Indicador: Aumento de la precisión. 

Datos procesados  

Tipo de variables  

Tamaño del set de entrenamiento  

Número de Epochs  

Número de neuronas  

Número de Capas  

Función de pérdida   

Ficha de registro 2 – Indicador Precio predicho 

Ficha de Registro: Resultado Predicción Inmueble (Casas) Red Neuronal 

Investigador: Carlo César García Palacios 

Tipo de prueba: test Indicador: Precio predicho. 

Simulación Nº Resultado predicción 

inmueble. 

Valor de validación  

1   

2   

3   

 



 

 

 

 

Ficha de registro 3 – Indicador: Parámetros de entrada, recopilación de datos 

Ficha de registro – Parámetros de entrada – Recopilación de información inmuebles. 

Investigador: Carlo César García Palacios 

Tipo: Recolección de información. Indicador: Parámetros de entrada. 

ítem fecha precio 
M2 del 
terreno 

M2 
habitables 

Condición 
Código 
postal vista pisos habitaciones baño cochera piscina terraza 

              

 

 

Ficha de registro 4 – Indicador: Porcentaje de error mínimo de la predicción 

Ficha de Registro: Error mínimo de predicción de red neuronal 

Investigador: Carlo César García Palacios 

Tipo de prueba: test Indicador: Porcentaje de error mínimo de la predicción 

Resultado Nº Predicción red neuronal Valor real Error Normal Error Absoluto 

1     

2     

3     

 

 

 

 



 

Anexo 5: constancia de uso de datos 

 Piura, 12 de junio del 2022 

 

Sra. Olga Lili Seminario Ávila 

Gerente Agente Inmobiliario 

Lo Tengo Inmobiliaria 

Urb. Santa María del Pinar, Mz. Q, Lt. 22, calle Las Chavelas, distrito, provincia y 

departamento de Piura 

 

CONSTANCIA 

 

Que el señor CARLO CÉSAR GARCÍA PALACIOS, investigador de la carrera de 

INGENIERÍA DE SISTEMAS de la Universidad César Vallejo, aplicó sus conocimientos e 

investigaciones del caso con datos de nuestra empresa, desarrollando su investigación: 

“Modelo basado en redes neuronales para la predicción de precios de inmuebles Piura 

2021”, en la cual empleó datos de diversas propiedades publicadas en venta de nuestro 

sitio web así como de nuestra base de datos de ventas, brindando la demostración con el 

código fuente del sistema y la base de datos del mismo, donde se hizo conforme la 

utilización correcta de los datos, culminado satisfactoriamente su periodo de investigación 

con nuestra empresa. 

 

 

 

 

__________________________ 

Olga Lili Seminario Ávila 

Gerente Agente Inmobiliario Nº 9176 

RUC: 10027948311      
         
         

      



 

 Anexo 6: Validación de instrumentos 

   

 

 

 

 

 

 

 

 

 

 

 

 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Indicador 3:  



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Indicador 4:  



 

Anexo 7: Certificado de traducción de resumen – abstract 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



 

ANEXO 8: Metodología usada para implementar Red Neuronal 

 

A) Definición de la red neuronal 
 

- Selección, limpieza y escalamiento del set de entrenamiento 

 
 

- Definición del modelo 

 

B) Entrenamiento de la RNA 
- Uso de tipo de aprendizaje (supervisado) 

 
 
 
 
 
 
 



 

- Entrenamiento basado en Epochs 

 
 

 
 

C) Validación del modelo (Utilización)  
- Uso del modelo con función model.predict 

 

 


