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Resumen 

Debido al gran volumen de información que hay disponible en Internet se hace 

necesario el desarrollo de técnicas para la clasificación de esta información de manera 

automática. Además de las clasificaciones típicas que consisten en dividir los 

documentos a clasificar según su temática o su autor, por el gran uso que se hace hoy 

en día de herramientas como las redes sociales o los blogs y la cantidad de opiniones o 

críticas que los usuarios publican en ellos resulta interesante el estudio de sistemas que 

permitan clasificar todos estos textos publicados en Internet según el perfil de los 

autores o según las emociones que los textos expresan, ya que ello permitiría a los 

usuarios, por ejemplo, detectar los comentarios malos sobre un determinado producto 

que están interesados en adquirir. 

Este Proyecto Fin de Carrera estudiará los diferentes algoritmos de clasificación 

y las características del lenguaje que es necesario tener en cuenta para el desarrollo de 

un sistema de clasificación automática de textos según el sentimiento que expresan o 

según el perfil de los autores, así como las fases de las que consta el diseño de estos 

sistemas.  

Por último, se presentarán los resultados de algunos trabajos llevados a cabo en 

este campo por diferentes grupos de investigación. 

  



 

Abstract 

Due to the large amount of information available on the Internet nowadays it is 

necessary to develop new methods that allow to classify this documents automatically. 

In addition to the classical classifications that consist on classifying the 

documents according to its theme or author it is interesting to study new systems that 

allow to classify the texts that the users publish on social networks or blogs according to 

their age or genre or according to the sentiments that express their opinions on this 

texts. These systems would help the users for detecting bad reviews about a product 

they are interested in. 

The aim of this project is the study of the different classification algorithms and 

the language characteristics that are necessary for the development of an automatic 

texts classification system according to the sentiments of the texts and according to the 

author’s profile, as well as the different steps for the design of these systems. 

Finally, the results of some studies carried out in this field by different research 

groups will be presented. 
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1. Presentación del trabajo 

1.1 Introducción 
 

La clasificación de textos consiste en organizar los textos de tal manera que la 

búsqueda posterior de uno de ellos en concreto sea más fácil para el usuario. Con la gran 

cantidad de información que hoy en día se crea y se transmite en formato electrónico 

nace la necesidad de desarrollar sistemas que realicen esta clasificación de manera 

automática. 

Además de las clasificaciones tradicionales, las investigaciones llevadas a cabo 

sobre el procesamiento del lenguaje natural permiten ordenar de forma automática 

textos en otras clasificaciones más avanzadas, como la clasificación automática según la 

edad o el género del autor (lo que se denomina perfil del autor) o la clasificación 

automática basada en sentimientos u opiniones. 

Este interés por la clasificación automática de textos es sin duda el resultado del 

crecimiento cada vez mayor de los contenidos producidos por un número también cada 

vez más grande de usuarios en la red, así como por la importancia que actualmente las 

grandes marcas dan a las opiniones que los clientes tienen y comparten en público sobre 

los servicios y productos que ofrecen. 

La clasificación afectiva, es decir, la clasificación automática de textos basada en 

sentimientos u opiniones (Sentiment analysis, sentiment classification u opinión mining, 

en inglés), es objeto de un gran interés en los investigadores del procesamiento del 

lenguaje natural. Esta clasificación pretende determinar de un modo automático el 

sentimiento con el que un texto ha sido escrito, por ejemplo, tratando de determinar si 

el autor del texto tiene un sentimiento positivo o negativo sobre lo que escribe o, 

incluso, determinar si en el momento de escribir el texto el autor se encontraba feliz, 

triste o enfadado. 

Esta gran cantidad de opiniones de los usuarios en diferentes redes sociales, 

foros, blogs, etc., es muy útil para los futuros clientes potenciales, ya que les permite 

conocer si el producto sobre el que buscan información tiene la calidad que buscan o 



2 
 

no, o incluso para que las propias empresas conozcan si las valoraciones de su marca o 

de lo que ofrecen son positivas o negativas. Otra aplicación sería el seguimiento de las 

opiniones de los ciudadanos sobre temas políticos y su percepción sobre los 

gobernantes. 

Por lo tanto, los análisis de emociones y opiniones cobran una importancia 

capital en la sociedad actual. A través de la minería de opiniones un gran número de 

empresas y organismos investigan la información que sobre ellas circula en la red y la 

tratan a través de diferentes procesos que veremos a continuación, para obtener 

conclusiones de gran utilidad para decidir la dirección que deben emprender en el futuro 

para  mejorar la aceptación de la marca y de sus productos y servicios ofrecidos al 

público. 

Por otro lado, la clasificación basada en perfiles trata de clasificar de manera 

automática textos en función del género, la edad o la manera de escribir del autor, 

aspectos que se derivan del análisis de los textos. Este análisis es útil para, a través del 

conocimiento de la autoría de un texto, identificar otros textos escritos por el mismo 

autor o por autores de características similares.  Si se tiene un texto con autoría 

desconocida pero, analizándolo se cree que pertenece a uno de entre K autores, 

realizando una clasificación de los textos de cada autor se llegaría a K perfiles de cada 

uno de los autores conocidos por sus textos, lo que permitiría identificar al autor del 

texto. 

Entre las diferentes Redes Sociales o SNS (Social Networking Services) que 

aglutinan en su conjunto la mayor fuente de información en Internet, tanto por su 

espontaneidad y número de usuarios como por la velocidad de transmisión de esta 

información, se podría afirmar que una de las más importantes es Twitter, que presenta 

un formato como agente informativo y espontáneo inigualable por su facilidad en la 

creación y la transmisión de la información entre los usuarios a través de los tweets, 

mensajes que tienen como mucho hasta 140 caracteres de extensión. Por tanto, la 

información y los beneficios resultantes de esta información que los usuarios de Twitter 

pueden ofrecer son enormes si se analizan correctamente estos tweets. 
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1.1.1  Por qué analizar las redes sociales 

 
Para que este análisis en tiempo real se desarrolle correctamente es necesario 

aplicar procesos automáticos de búsqueda y clasificación de esta información. Por un 

lado, este análisis puede centrarse en la clasificación del contenido de los tweets, lo cual 

es a priori un objetivo muy complicado, y lo es tanto si se realiza a través de una 

clasificación automática informática (realizada a través de la minería de datos, como 

después se verá), que es a lo que se aspira, como si la clasificación se hiciera de forma 

manual e individualizada de los contenidos de los tweets. 

Sin embargo, como se ha comentado anteriormente, las posibilidades que estos 

avances en el conocimiento a través del análisis de la opinión de los usuarios de las 

Redes Sociales y en particular de Twitter, así como la categorización de la sociedad según 

sus intereses, según clasificaciones como el género o la edad, son enormes y hace muy 

interesante esta inversión de empresas y universidades en el desarrollo de las técnicas 

de clasificación automática de textos en Internet y en las Redes Sociales en particular. 

Esto es posible mediante la captura y el análisis automático de los documentos a través 

de técnicas de procesamiento del lenguaje de textos y contabilizando y evaluando los 

algoritmos más empleados en cada situación para llegar a constituir unas categorías 

válidas, lo que constituye el objetivo. 

Las Redes Sociales, y en particular Twitter, en la que se centra especialmente 

este trabajo, han creciendo exponencialmente en estos últimos años, como forma de 

trasladar, dentro también de una gran polémica, las relaciones sociales y las 

interacciones entre individuos desde la vida real a Internet. Las Redes Sociales han 

crecido en primer lugar en número de usuarios, para después extender sus atribuciones, 

desde el plano del ocio al profesional (haciéndose en gran medida indispensables para 

el día a día de gran parte de la sociedad). Pero no sólo ha aumentado el número de 

usuarios y los usos que a las Redes Sociales se le pueden dar por parte de estos, sino que 
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también se han convertido en el punto de vista de diferentes estudios sociales, políticos, 

económicos, etc. como catalizadores de la sociedad en su conjunto.1 

La profusión de Redes Sociales, blogs y chats a través de Internet han puesto al 

alcance de ciertos agentes e instituciones una cantidad enorme de información de los 

usuarios, como su edad, su género, su condición social, su personalidad, su nivel cultural, 

su reacción o su opinión al respecto de cualquier tema social, político, etc. que le resulte 

interesante. La determinación de estas informaciones, que en su conjunto constituyen 

el “perfil” de los autores de los textos, es muy interesante para estos agentes. Entre ellos 

destacan las autoridades de la seguridad, por ejemplo en materia antiterrorista, o en el 

descubrimiento y control de otras tipologías de delincuentes, como pederastas o 

psicópatas2; también empresas y empleados de ellas dedicados a la publicidad y al 

marketing, tanto para obtener información comercial de productos que tendrían buena 

acogida en el mercado, como para valorar la opinión de productos ya comercializados 

en el mismo, por la gran fuente de información que supone conocer la opinión de los 

clientes a través de Internet para conocer el éxito y el alcance de los productos a través 

de las diferentes categorías sociales de estos. 

Además del análisis de textos propiamente dichos, el análisis de las Redes 

Sociales y del perfil de los usuarios que las frecuentan y publican en ellas se puede 

determinar a través de una ingente cantidad de archivos de fotografía, música, video, 

etc., que junto a los textos se vierten en las Redes Sociales. También hay que recordar 

que la comunicación en Redes Sociales y particularmente en Twitter, no se trata 

únicamente de una comunicación unidireccional de personajes “anónimos”, sino que en 

estas Redes y sobre todo en Twitter tienen cabida personajes públicos y famosos, lo cual 

nos presenta información sobre la trascendencia (tanto positiva como negativa) de 

dichos personajes en la sociedad a través de las Redes, así como de empresas públicas 

o privadas, depositarias también de apoyo u oposición, opiniones positivas o críticas a 

                                                           
1 Alcázar Jaén, S., (2013). “Diseño e implementación de un sistema para el análisis y categorización en 
Twitter mediante técnicas de clasificación automática de textos”. Universidad Carlos III de Madrid, p.25. 
2 Merlo Álvarez, R., Contreras Barcena, D. y Puente Águeda, C., (2010). “Análisis de opiniones en Internet 

a partir de la red social Twitter”. Universidad Pontificia de Comillas, p.2. 
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dichas instituciones y empresas por parte del resto de los usuarios, determinando los 

perfiles de estos y el espectro de opinión de cada tramo de edad, género, etc. respecto 

a ellas. 

 

1.1.1.1 Twitter 

 

En particular, en el caso de Twitter, la Red Social que nació como una especie de 

microblogging, es en la actualidad el medio de transmisión de información más 

completo y heterogéneo, ya que abarca desde la comunicación de informaciones más 

personales, que en origen sería la que se buscaba transmitir a través de ella, hasta otras 

informaciones más generales y públicas, como noticias o comunicaciones públicas de 

empresas. 

Twitter se ha convertido en una verdadera fuente de noticias al último minuto,  

donde es posible, de la misma forma y en directo, publicar y acceder a publicaciones de 

opiniones al respecto de dichas noticias en forma de tweets, por parte de personajes de 

todo tipo, desde los más famosos, públicos y notorios, a los usuarios más particulares, 

convirtiéndose en un foro de debate y opinión muy interesante de rastrear para 

confeccionar demografías y perfiles de la sociedad a través de los usuarios de Twitter. Y 

al igual que personajes, no existe hoy en día institución o empresa que se precie que no 

disponga de una cuenta en Twitter, desde la que publica sus propias noticias y es al 

mismo tiempo receptora de críticas, opiniones o preguntas3.  

                                                           
3 Funez, D.G., Cagnina, L.C. y Errecalde, M.L., “Determinación de género y edad en blogs en español 
mediante enfoques basados en perfil”. Universidad Nacional de San Luis, pp.1-2. 
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1.2 Objetivos 
 

Este Proyecto Fin de Carrera tiene como objetivo el estudio de los diferentes 

algoritmos de clasificación de textos y el estudio de las características del lenguaje a 

tener en cuenta para el desarrollo de un sistema de clasificación automática de textos, 

concretamente de los tweets publicados en la red social Twitter. Se realizará el estudio 

de un sistema que clasifique estos textos según el sentimiento que éstos expresan 

además de los aspectos a tener en cuenta para realizar una clasificación automática de 

los mismos según el perfil de los autores, que incluye la edad, el género, el estilo con el 

que están escritos, etc. 

Además, se presentan las conclusiones extraídas de algunos trabajos que ciertos 

grupos de investigación han llevado a cabo en este campo. 
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1.3 Estructura del trabajo 
 

Se ha estructurado este trabajo de la siguiente manera:  

- Primero se realiza una pequeña introducción de lo que supone la clasificación 

automática de textos. Se presentará la importancia del Procesamiento del 

Lenguaje Natural y sus distintas fases. También se nombran diferentes 

herramientas para llevar a cabo estos procesos. 

- A continuación se profundizará en los diferentes tipos de clasificación que se 

pueden realizar y en los diferentes algoritmos para llevarlas a cabo. 

- Después se pasará a presentar los modelos emocionales y las técnicas necesarias 

para realizar una clasificación afectiva de textos así, como las características del 

lenguaje a tener en cuenta para ello. 

- Seguidamente se describirán las fases que son necesarias para el diseño de un 

sistema de clasificación automática de textos y algunas herramientas para ello. 

- Por último, se presentan los resultados de algunos trabajos llevados a cabo en 

este campo de investigación. 
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2. Clasificación Automática de Textos 

2.1 Introducción 

La rápida mundialización que se ha producido con Internet en la práctica 

totalidad de las regiones del planeta, especialmente en la última década, ha posibilitado 

el acceso a toda la información disponible en la Red de manera inmediata y con gran 

sencillez para todos los usuarios. El acceso de estos usuarios a una gran cantidad de 

información hace que sean necesarias nuevas técnicas para ayudar al usuario a organizar 

e identificar la información relevante para él, por lo que las herramientas que permiten 

la ordenación automática de documentos han ganado en importancia con el fin de 

priorizar las informaciones importantes sobre las que no lo son.  

La clasificación automática de textos se basa en una serie de algoritmos y 

técnicas con la capacidad de colocar el texto en cuestión en una (o más de una) 

categorías, según su parecido a los textos pertenecientes a esas categorías, formadas en 

relación a cierto aspecto que las une o las separa, como por ejemplo una misma emoción 

o la intensidad de esta emoción. Para conseguirlo se llevan a cabo técnicas de 

Aprendizaje Automático (en adelante ML, proveniente del inglés Machine Learning) y 

de Procesamiento del Lenguaje Natural (en adelante NLP, que proviene del inglés 

Natural Language Processing). 4 

 

 2.2 Procesamiento del Lenguaje Natural 

A continuación se profundizará en el procesamiento del Lenguaje Natural, por 

tener una gran importancia para el preprocesado de los textos en los sistemas de 

clasificación automática de textos.  

El Procesamiento del Lenguaje Natural o NLP (Natural Language Processing) es 

una disciplina informática relacionada con la inteligencia artificial que pertenece a la 

                                                           
4 Martín García, M., (2009). “Sistemas de clasificación automática de críticas de cine”. Universidad Carlos 
III de Madrid. 
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rama de la lingüística computacional, es decir, su objetivo es el de estudiar y diseñar 

modelos computacionales para la interacción entre personas y máquinas 

automáticamente.  

Así pues, mediante el NLP se puede conseguir que se comprendan y se 

representen procesos que incluyen análisis léxicos (reconocimiento de unidades 

mínimas del lenguaje), sintácticos (reconocimiento de unidades gramaticales formadas 

por unidades léxicas mínimas del lenguaje), semánticos (entendimiento del significado 

de una frase) y pragmáticos (contextualización de la frase). 

Este proceso se estructura a través de la toma de datos, la codificación de estos 

datos, el procesamiento posterior de los datos para traducirlo y extraer su información, 

la creación de un nuevo documento con el resultado del tratamiento anterior de los 

datos y la presentación final de estos resultados. Las utilidades del NLP, ligado a la 

inteligencia artificial, son muchas y variadas, pero en cuanto al tema que ocupa este 

trabajo, a través del NLP es posible analizar el lenguaje de los textos, extraer, traducir y 

clasificar los documentos, e incluso analizar el sentimiento con el que estos datos en 

forma de texto fueron plasmados a través de un tweet. 

2.2.1. Funcionamiento del NLP 
 

El NLP realiza el tratamiento de los textos de modo automático a través de 

elementos informáticos que tratan las unidades mínimas del lenguaje, la estructura y las 

relaciones entre estas unidades mínimas y su significado, mediante el análisis de los 

diferentes niveles del lenguaje de una forma concadenada a través de los siguientes 

pasos: 

1. Reconocimiento del idioma del texto. 

2. Segmentación del texto en secciones (oraciones, palabras). 

3. Análisis morfológico a través de la detección de palabras especiales que 

aportan información que se clasifica en forma de “nombres”, “lugares”, 

“tiempo”, etc., y palabras carentes de esta información. El etiquetado de estas 
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palabras especiales según su categoría gramatical se denomina etiquetado POS 

(Part of Speech). 

4. Análisis sintáctico y diferenciación en componentes básicos o chunks;  

partición de oraciones en sintagmas, que a su vez se subdividen en otros 

componentes; y asignación de funciones gramaticales (sujeto, predicado, 

complemento directo…) a cada uno de estos componentes. 

5. Análisis semántico que identifica, apoyándose en los procesos anteriores, el 

significado de cada componente en su contexto y del conjunto de la frase. 

 

2.2.1.1 El analizador léxico 

 

Dejando a un lado el análisis de los perfiles a través de los archivos que antes se 

han aludido, como fotografías, videos o archivos de audio, el presente trabajo va a 

dedicarse a presentar el estado de la cuestión del análisis de las emociones y de los 

perfiles de los usuarios de Twitter a través de textos escritos en los tweets, mediante su 

Análisis léxico en tiempo real. Para ello será necesario haber añadido diferentes 

características a los tweets, para que mediante estas características previamente 

definidas puedan clasificarse los tweets siguientes en tiempo real según su contenido 

léxico. Para llevar a cabo el análisis y clasificación exhaustiva de los tweets es necesario 

utilizar técnicas de minería de datos, como por ejemplo el algoritmo de Naïve Bayes, 

que será explicado más adelante en este trabajo, para generar esta clasificación y 

análisis de cada uno de los tweets. 

El programa que realiza el proceso de convertir la secuencia de un máximo de 

140 caracteres sin significado en una secuencia de caracteres con un significado 

colectivo (denominados tokens) se denomina analizador léxico. El analizador léxico, 

apoyándose en una serie de normas, extraerá características lingüísticas de la secuencia 

de caracteres agrupándolos en lexemas. Esta extracción se hará por medio del 

stemming, un proceso que retira los afijos (prefijos y sufijos) de las palabras, de forma 
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que su resultado, el stem o lema, es más fácilmente clasificable y así se recupera la 

información5. 

Previamente al análisis de las palabras propiamente dichas, mediante stemming, 

detección de lemas, prefijos y sufijos, en un tweet además de palabras formales 

tenemos otro tipo de informaciones no verbales, como emoticonos, abreviaturas, etc., 

para los cuales se realizan pasos previos al análisis léxico propiamente dicho: 

- Para los emoticonos se realiza un tratamiento que los sustituye por una serie 

de etiquetas de aprobación o desaprobación según una escala del 1 al 5, según 

“happy”, “sad”, “wink”, etc.6 

- Las direcciones web URL’s se sustituyen por “URL”. 

- Las abreviaturas más comunes se corrigen, como por ejemplo “xq → porque”. 

- Las risas en formato escrito del tipo jaja o jeje se normalizan como jxjx (donde 

x = {a, e, i, o, u}). 

- Los elementos específicos de Twitter, “@” y “#”, utilizadas para nombrar 

usuarios y hashtags, se eliminan, dando lugar a @usuario → Usuario y a #hashtag 

→ hashtag.7 

 

2.2.1.2 El analizador morfológico 

 

Una oración es un conjunto de palabras con las que se pretende transmitir un 

mensaje, siendo la unidad básica del lenguaje verbal, donde las palabras aparecen 

ordenadas con el fin de dar un sentido comunicativo. Las palabras  de la oración cumplen 

                                                           
5 Bográn, A.P., Alonso Berrocal, J.L. y García de Figuerola Paniagua, L.C., (2013). “Análisis Léxico sobre 
Tweets de Twitter”. Universidad de Salamanca, p.3. 
6 Agarwal, A. et Al., (2011). “Sentiment analysis of Twitter data”. En “Proceedings of the Workshop on 
Languages in Social Media”. LMS’11, Stroudsburg (PA), EEUU, pp.30-38. 
7 Vilares, D., Alonso, M.A. y Gómez-Rodríguez, C. (2013). “Una aproximación supervisadapara la minería 
de opiniones sobre tuits en español en base a conocimiento lingüístico”. Universidade da Coruña, pp.3-
4. 
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diferentes funciones gramaticales, pudiendo ser sustantivos, adjetivos, verbos, 

artículos, conjunciones, preposiciones, etc.  

Sin embargo, no todas las palabras son relevantes para la clasificación de los 

textos, porque existen palabras que no aportan nada al contenido del texto en el que se 

encuentran, por lo que se pueden eliminar. Estas palabras, como pueden ser los 

artículos, las preposiciones o las conjunciones, son las denominadas palabras vacías 

(stopwords, en inglés). 

El análisis morfológico consiste en asignar automáticamente a una palabra de un 

tweet una etiqueta (tag) de la categoría gramatical a la que pertenece: es el proceso 

conocido como etiquetado. Los analizadores cubren casi la totalidad de los fenómenos 

lingüísticos y dan buenos resultados  tanto en eficiencia como en precisión. 

En el estudio de un sistema de clasificación de textos según las emociones 

expresadas en ellos las palabras más importantes son, sobre todo, los adjetivos. 

También serán importantes los verbos, los nombres y los adverbios. Los artículos, 

pronombres, preposiciones, etc., no deberán ser tenidos en cuenta para disminuir las 

dimensiones del conjunto de textos de entrenamiento. Esta reducción de dimensiones 

puede ser realizada mediante extracción de términos o mediante stemming, como se 

explicará a continuación.  

Es conveniente simplificar las palabras, reduciéndolas a su lema y descartando 

para el análisis posterior morfemas innecesarios que dan lugar a todo el conjunto de 

palabras que comparten esa raíz. Este proceso, llamado lematización, consiste en 

sustituir las palabras de la oración por su lema correspondiente, de manera que se 

simplifica en gran medida el proceso posterior del análisis, descartándose multitud de 

formas gramaticales innecesarias. Así pues, al lematizarse una oración, los sustantivos 

serán sustituidos por las formas de género masculino y número singular, los verbos 

cambiarán su forma verbal por su forma en infinitivo, etc.  

Trabajar con lemas en lugar de las palabras completas hace que se reduzcan 

mucho las dimensiones del clasificador, ya que solo será necesario un único vector como 

representación de las palabras que comparten la misma raíz. 
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Los analizadores morfológicos deben ser capaces de determinar a qué categoría 

o categorías pueden aplicarse cada palabra, decidir cuál de ellas es la apropiada en el 

contexto en que aparece la palabra y asignar a cada palabra la información morfológica 

correspondiente8 según ese contexto.  

Las diferentes etapas del análisis morfológico son tres: 

- Búsqueda en el léxico: sobre un diccionario con todas las formas de las palabras 

y la información correspondiente a su categoría gramatical. 

- Desambiguación: Se decide sobre la categoría de la palabra en función de su 

contexto, ya que una palabra puede tener varios significados gramaticales y solo 

uno es el correcto en cada contexto. Este proceso se utiliza para obtener de las 

palabras aquellos significados que de verdad tengan que ver con el contexto de 

la frase. 

- Incorporación de la información morfológica: se definen etiquetas (tags) que 

consisten en categorías que permiten identificar la morfología de cada idioma. 

Los métodos basados en reglas para el etiquetado Part Of Speech (POS) fueron 

sustituidos poco a poco por los modelos estocásticos. Los métodos basados en reglas 

requerían de la compilación manual de estas reglas, lo que suponía un inconveniente 

por requerir cierto conocimiento lingüístico9. Además, estos sistemas tenían que ser 

rediseñados cada vez que había algún cambio en el lenguaje. Hoy en día, los sistemas de 

etiquetado basados en técnicas estadísticas utilizan datos de entrenamiento 

previamente etiquetados, lo que permite que las etiquetas en un nuevo texto se asignen 

en función de la probabilidad de aparición en un determinado contexto presente en el 

conjunto de entrenamiento. 

 

                                                           
8 Badia, T., (2003). “Técnicas de procesamiento del lenguaje”. En Martí, M. A. (Ed.), “Tecnologías del 
lenguaje”. Editorial UOC. Barcelona. 
9 Güngör, T., (2010). “Part-of-speech tagging”. En Indurkhya, N. y Damerau, F. J. (Eds.), “Handbook of 
Natural Language Processing”. Roca Baton, FL: Chapman & Hall/CRC, Taylor & Francis. 
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2.2.1.3 El analizador sintáctico 

 

La sintaxis es el estudio de las reglas y los procedimientos mediante los cuales se 

construyen oraciones en una lengua. El análisis sintáctico es el proceso mediante el cual 

se descompone la oración en sus partes constitutivas con el objetivo de comprender la 

formación del lenguaje. 

En primer lugar, dentro de las oraciones para analizar, pueden encontrarse 

oraciones con gramáticas de contexto libre, que se pueden presentar de la siguiente 

forma: 

G = {T, N, P, S} 

donde G es la gramática del lenguaje, T los símbolos terminales o palabras, N los 

símbolos no terminales, P las reglas de producción del lenguaje y S el símbolo objetivo 

del lenguaje. En este tipo de lenguajes con estas gramáticas, existen dos conjuntos 

finitos disjuntos: el primero, formado por los símbolos terminales T, por las palabras; y 

el segundo, formado por los símbolos no terminales N, por los roles sintácticos. Este 

segundo conjunto incluye a su vez cierta cantidad de reglas de producción R y un símbolo 

objetivo S, que es la oración que se construye. 

Para la adquisición del árbol sintáctico, el sistema hace uso de los roles 

sintácticos N asociados a cada palabra del lenguaje, así como de las reglas sintácticas R 

de estos roles. El árbol sintáctico supone un grafo jerárquico que tiene la propiedad de 

que cada una de sus partes tiene un rol sintáctico. La “raíz” de este árbol simboliza la 

unidad de expresión del lenguaje, en este caso la oración, mientras que las “hojas” del 

árbol representan las distintas palabras, mientras que los nodos intermedios entre 

ambos, las “ramas” del árbol, son los diferentes roles sintácticos que pueden 

representar estas palabras. El objetivo de la realización del árbol sintáctico es comprobar 

si el conjunto de palabras está bien formado y equivale a una estructura reconocida por 

el lenguaje, en este caso por el Lenguaje Natural. Así pues, el analizador sintáctico realiza 

el paso del análisis que tiene como finalidad verificar si lo que el usuario ha escrito es 
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una forma válida para el Lenguaje Natural, definiendo las partes del árbol sintáctico para 

el análisis posterior. 

Debe tenerse muy en cuenta el fenómeno de la ambigüedad como un gran 

problema para las aplicaciones NLP. Para esquivar este problema, el analizador 

sintáctico debe generar todos los posibles árboles sintácticos para cada diferente 

interpretación de una misma palabra (ambigüedad léxica) o frase (ambigüedad 

estructural), con la finalidad de que en los procesos siguientes se disponga de la máxima 

completitud y fidelidad sintáctica del sentido que el usuario quiso plasmar en su texto10. 

 

2.2.1.4 El analizador semántico 

Según la RAE, la semántica es la disciplina que estudia el significado de las 

unidades lingüísticas y sus combinaciones. En el tema que se trata en este trabajo, se 

debe tener en cuenta que hay muchas características del lenguaje que no se pueden 

modelar mediante gramáticas intercontextuales, como se hace en el análisis léxico y 

sintáctico, por lo que se necesita un paso posterior a estos en el que se compruebe el 

correcto significado de las palabras y del sentido de la oración. 

Una vez realizado el análisis sintáctico llega la hora del análisis semántico. A 

través de un procesador de NL se computa otra información a la que no se había llegado 

ni mediante el análisis sintáctico ni el análisis morfológico, y que es igualmente 

importante para procesar los textos. Si la sintaxis NLP había dado una serie de reglas 

que especifican la estructura del lenguaje, la semántica es el conjunto de reglas que 

especifican el significado de la oración, siempre que ésta sea válida (a continuación se 

presentará un ejemplo de una oración que un analizador sintáctico NLP no aceptaría). 

                                                           
10 Zapata, C.M. y Hernández, J.C. (2007), “Analizador sintáctico de Lenguaje Natural con reglas editables 
para la generación de primitivas UML”. Universidad Nacional de Colombia, p.6. 
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Por tanto, el analizador semántico de un procesador de NL tiene la misión de revelar si 

es correcto el análisis sintáctico realizado previamente.11 

Mediante el análisis semántico, se asigna un significado a las estructuras 

resultantes del análisis sintáctico, es decir, se corresponden las estructuras sintácticas 

obtenidas con los objetos del dominio de la tarea. Mientras que se puede realizar dicha 

correspondencia con muchas de las estructuras sintácticas, con otras no se puede y se 

rechazan. Un ejemplo de rechazo sería la oración siguiente: “Las ideas verdes incoloras 

duermen furiosamente”, en la que se aprecia incompatibilidades entre palabras (verdes-

incoloras, duermen-furiosamente). 

 

2.2.1.5 El analizador pragmático 

 

La pragmática es un subcampo de la lingüística que se ocupa de la forma en la 

que el contexto en el que se desarrolla el lenguaje influye en el significado de éste. 

Tras el análisis léxico, sintáctico y semántico se sitúa el análisis pragmático, cuya 

misión es añadir aún más información al significado de la oración. Esta información está 

relacionada con el contexto o situación en la que se desarrolla el lenguaje. En el campo 

que nos ocupa, el de los textos en forma de tweets, vendría a ser la situación general en 

la que el usuario twittea el texto que se está analizando. 

Para ello, se parte de la estructura obtenida de los análisis léxico, sintáctico y 

semántico y se reinterpreta su significado en relación a la situación de la oración. Por 

ejemplo, un texto del tipo “¿Sabe qué hora es?” que en un análisis previo se interpretaría 

como una pregunta sobre la capacidad o posibilidad del interlocutor de conocer la hora 

en la que se desarrolla la acción, tras el análisis pragmático adquiriría un significado 

equivalente a la pregunta “¿Qué hora es?”. 

 

                                                           
11 Ortíz Soler, F. et Al (2004), “Análisis semántico en procesadores de Lenguaje”. Universidad de Oviedo, 
p.1. 
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2.2.2 Sistemas NLP 
 

Definidos los procesos NLP, existen diferentes formas de diseñar sistemas NLP: 

a) Arquitecturas basadas en el conocimiento de una persona, en las que se 

aplican reglas de lenguaje plasmadas en origen por una persona en forma de 

diccionarios y otras normas similares. 

b) Arquitecturas basadas en aprendizaje automático, en las que un grupo de 

personas analiza un conjunto representativo de textos sobre el que se aplica el 

proceso de reglas y diccionarios, de forma que el conocimiento obtenido se 

aplique en futuras ocasiones de forma automática. 

c) Arquitecturas basadas en aprendizaje no supervisado, en las que se hace una 

detección de patrones del lenguaje sobre un conjunto de textos suficientemente 

grande, para que después una persona los valide y los aplique a futuros procesos 

NLP. 

Comenzaremos hablando de un tipo de clasificación que consiste en la 

designación de una serie de categorías, previamente definidas, sobre el conjunto 

documental a tratar. Este proceso se denomina clasificación supervisada y se compone 

de los pasos siguientes: 

- Representación: Los textos a clasificar se transforman a un formato que el 

sistema de clasificación supervisada comprenda. 

- Clasificación o Entrenamiento: En este paso se obtienen las descripciones de las 

diferentes categorías con la ayuda del conjunto de los documentos previamente 

clasificados. 

- Modelo o Test: Obtenido el tipo o modelo a partir de la representación y de la 

clasificación o entrenamiento, se pueden predecir las categorías del resto de 

documentos aún sin clasificar. 
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- Evaluación: Por último, una vez finalizado el proceso clasificatorio, se analizan 

los datos obtenidos anteriormente para así evaluar la eficiencia de la clasificación 

realizada. 

Una vez se obtengan los resultados, se podrá realizar una realimentación sobre 

los datos iniciales para tener un aprendizaje semisupervisado.12 

 

2.2.3 Herramientas NLP 
 

Se dispone de bastantes herramientas NLP capaces de realizar procesos como la 

segmentación de palabras y frases, la detección de frases, analizadores morfológicos y 

sintácticos, etiquetados Part of Speach (POS), etc., algunos de los cuales ya se han 

descrito más arriba. 

2.2.3.1 Freeling 

 

Entre estas herramientas destaca Freeling13. Freeling es un conjunto de librerías 

desarrolladas por la Universitat Politècnica de Catalunya. No constituye un programa 

ejecutable por sí mismo, sino que funciona como librerías externas ejecutables en C++. 

Un punto a favor de Freeling en comparación con otras herramientas similares es la 

posibilidad de funcionar con todas las lenguas de la Península Ibérica (castellano, 

catalán, portugués, euskera, gallego), y otras extrapeninsulares como el inglés, el 

italiano y el ruso. 

Las principales características técnicas de Freeling son las siguientes: permite la 

segmentación de palabras, detecta frases en el conjunto del texto, realiza análisis 

morfológicos y de tratamiento de prefijos, infijos y sufijos, detecta el nombre de 

entidades insertas en el texto, etc. Otros puntos fuertes de Freeling son su capacidad de 

                                                           
12Alcázar Jaén, S., (2013). “Diseño e implementación de un sistema para el análisis y categorización en 
Twitter mediante técnicas de clasificación automática de textos”. Universidad Carlos III de Madrid, 
pp.31-37. 
13 Padró, L. y Stanilovsky, E., (2012). “FreeLing 3.0: Towards Wider Multilinguality”. Comunicación 
presentada en el “Language Resources and Evaluation Conference”. Estambul, Turquía. 
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reconocimiento flexible de palabras, de fechas, números, divisas, magnitudes 

científicas… Dispone además de etiquetado POS (Part of Speech), el cual ya se ha 

descrito anteriormente, y también dispone de una gran base de datos léxica en lengua 

inglesa que contiene definiciones (de la Universidad de Princeton) y relaciones entre 

palabras, lo cual permite que Freeling pueda desarrollar relaciones semánticas entre 

diferentes tipos de palabras como nombres, verbos, adjetivos, adverbios, etc. 

A la comodidad de que Freeling esté escrita en C++ hay que añadirle que su 

código se ofrece de manera gratuita desde su versión 2.0, a través de su licencia de 

código abierto del tipo GPL de GNU’s Not Unix que nos permite la libre modificación y 

distribución de su código, a excepción de los diccionarios, aunque debe ser compilado 

posteriormente.14 

 

2.2.3.2 OpenNLP 

 

OpenNLP es un conjunto de herramientas del mismo tipo que Freeling, basadas 

en el aprendizaje en máquina, disponibles para su uso en numerosos sistemas 

operativos, pero que a diferencia de Freeling funciona para el procesamiento del 

Lenguaje Natural en Java. También, a diferencia de Freeling, al tener licencia de Apache 

Software Foundation ofrece la libertad de usarse gratuitamente, lo que hace de esta 

herramienta una de las más utilizadas en investigación y para proyectos varios de 

colaboración entre investigadores. 

Las características técnicas de OpenNLP son similares a las de Freeling, capaces 

de soportar las principales tareas NLP, como la detección de oraciones, el segmentado 

de palabras, el detector de nombres y de entidades, el etiquetado POS, dispone de 

analizador sintáctico, etc. 

                                                           
14 Alcázar Jaén, S., (2013). “Diseño e implementación de un sistema para el análisis y categorización en 
Twitter mediante técnicas de clasificación automática de textos”. Universidad Carlos III de Madrid, 
pp.15-16. 
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La posibilidad de usar OpenNLP gratuitamente, así como de distribuirlo o 

modificarlo sin dar cuentas a nadie se contrarresta con la obligatoriedad de conservar 

un archivo con la información de la licencia original. 

2.2.3.3 LingPipe 

 

LingPipe, también escrita en Java, es multiplataforma, utilizada habitualmente 

como motor de búsqueda de personas, lugares e instituciones, en la búsqueda de 

Twitter y para corrección ortográfica en línea, a través del procesado de texto mediante 

técnicas de lenguaje computacional. LingPipe es un software de la empresa Alias-i Inc 

disponible en varias ediciones según el perfil del consumidor (Royalty Free, Developer, 

Enterprise Server, siendo la primera gratuita). Al igual que OpenNLP, ésta es utilizada 

frecuentemente en proyectos de investigación en gran cantidad de universidades, lo 

cual garantiza su futuro en gran medida. 

LingPipe es una herramienta que presenta una arquitectura “eficiente, escalable, 

robusta y reutilizable”, lo que permite además de utilizar aplicaciones de terceros 

desarrollar las nuestras haciendo uso de sus librerías. 

Entre sus características técnicas más matizables, decir que tiene un soporte para 

varios idiomas y que incluye analizador de sentimientos “positivo”/”negativo” y 

“objetivo”/”subjetivo”, además del detector de frases y etiquetado POS que también 

tenían las herramientas anteriores. También, como ellas, dispone de detector de 

oraciones y dispone de un gran conjunto de corpus idiomáticos y de entrenamiento. 

LingPipe es de entre estas tres herramientas la que más promete en el futuro, 

tanto por su estabilidad como su inserción en la mayoría de centros desarrolladores NLP 

y es utilizada para analizar Redes Sociales como Twitter, la cual nos interesa 

especialmente para este trabajo. 



21 
 

Además, desde la página web del fabricante podemos acceder a un par de 

manuales-tutoriales para adentrarse en el mundo de la detección de idiomas y el análisis 

de sentimientos en el análisis de textos.15 

 

2.2.3.4 Natural Language Tookit (NLTK) 

 

Finalmente, NLTK (Natural Language Toolkit) es otra herramienta muy utilizada 

y con gran futuro. NLTK es un conjunto de módulos en Python, conformados mediante 

datos lingüísticos y documentación de investigación, que se encuentra disponible para 

Windows, Linux y Mac OS X. Es probablemente la más adecuada para todos los niveles, 

desde estudiantes que quieren aprender sobre procesamiento de lenguaje natural (con 

multitud de tutoriales) hasta el sector industrial. 

Aunque este software se desarrolla con datos en lengua inglesa, es posible 

trabajar con otros idiomas utilizando para ello los corpus idiomáticos adecuados para 

ello (muchos de ellos se ofrecen asociados al propio software y son de licencia libre, 

otros se pueden crear para que funcionen con NLTK sin mayores problemas). 

Entre las características técnicas de NLTK podemos destacar su gran lector de 

corpus, su potente lematizador, sus constituyentes básicos o chunkers, sus árboles de 

decisión, clasificadores de entropía máxima, bayesianos, plataformas de aprendizaje 

automático y minería de datos escrita en Java, estimadores (uniforme, de máxima 

verosimilitud, de Laplace…), soporte de WordNet, etc. Además, al igual que el resto de 

herramientas que he presentado, dispone de características NLP básicas como el 

segmentador de palabras y oraciones, etiquetadores POS o analizadores sintácticos. 

De entre todas estas herramientas NLP, para el estudio de la red social Twitter la 

que más nos interesaría sería esta última, NLTK, ya que a diferencia de Freeling y 

OpenNLP sí que dispone de analizador sintáctico además de morfológico, de lector de 

                                                           
15 Alcázar Jaén, S., (2013). “Diseño e implementación de un sistema para el análisis y categorización en 
Twitter mediante técnicas de clasificación automática de textos”. Universidad Carlos III de Madrid, 
pp.17-18. 
 



22 
 

corpus o conjunto de textos, de la función de desambiguación y es extensible, además 

de que, por disponer de licencia Apache (Apache 2.0), es libre y descargable 

gratuitamente y apenas requiere un intérprete de lenguaje Python 2.5 para ejecutarse. 

 

Figura 1. Comparación de herramientas 

 

2.3 Clasificación automática de textos 

Para realizar la clasificación se necesitará un conjunto de textos que hayan sido 

clasificados dentro de la categoría correspondiente (conjunto de entrenamiento) 

previamente.  

Los diferentes algoritmos de aprendizaje requieren que los textos a clasificar 

tengan una estructura determinada. Una de las estructuras más empleadas es la 

estructura que utiliza el modelo de espacio vectorial, donde cada vector está formado 

por las palabras clave de cada texto, en la que cada una cuenta con un peso asignado en 

función de su importancia en el documento. Después del proceso de entrenamiento del 

clasificador, se comprueba su eficiencia mediante la comparación de las categorías 

iniciales y finales.16 

                                                           
16 Martín García, M., (2009). “Sistemas de clasificación automática de críticas de cine”. Universidad 
Carlos III de Madrid. 
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2.3.1 Tipos de clasificadores 

Los diferentes tipos de clasificadores se pueden dividir, según diferentes 

parámetros, en los siguientes tipos: 

- Clasificación supervisada 

- Clasificación no supervisada 

- Clasificación simple 

- Clasificación múltiple 

- Clasificación paramétrica 

- Clasificación no paramétrica 

- Clasificación centrada en la categoría 

- Clasificación centrada en el documento 

A continuación se profundizará más en detalle en cada una de estas 

clasificaciones. 

 

2.3.1.1 Clasificación supervisada  

La clasificación supervisada designa a cada texto del conjunto documental una 

serie de categorías definidas y diseñadas previamente. Para llevar a cabo esta 

clasificación es necesaria la elaboración manual de todas las categorías, así como el 

entrenamiento previo del clasificador.  La finalidad de los clasificadores de 

clasificaciones supervisadas es el de establecer un patrón para cada categoría y poner 

en funcionamiento una función que calcule la semejanza entre el texto y el conjunto de 

patrones establecidos para cada una de las diferentes categorías. Los patrones que más 

similitudes guarden con el texto nos dará como resultado la categoría a la que 

pertenecerá el texto. Como se ha comentado más arriba, este conjunto de documentos 

que se utiliza para la elaboración de los patrones se denomina conjunto de 

entrenamiento. 
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2.3.1.2 Clasificación no supervisada  

Cuando la clasificación es no supervisada no existen categorías previas 

establecidas, sino que los textos son ordenados según su contenido automáticamente, 

lo que en inglés se conoce como clustering. 

 

2.3.1.3 Clasificación simple  

En la clasificación simple cada texto pertenece a una única categoría. La principal 

ventaja de esta clasificación es que las categorías no se superponen. Como caso especial 

se debe mencionar la clasificación binaria, en la que un texto pertenece a una categoría 

o a aquella que la complementa. 

 

2.3.1.4 Clasificación múltiple 

 Por el contrario, en una clasificación por categoría múltiple cada texto puede 

pertenecer a un número diferente de categorías, de manera que aquí sí cabe la 

posibilidad de que las categorías se superpongan. 

 

2.3.1.5 Clasificación paramétrica 

En la clasificación paramétrica el conjunto de entrenamiento sirve para asimilar 

los parámetros del modelo. La capacidad del clasificador en cuanto a la generalidad de 

su funcionamiento con otros textos viene determinada por el conjunto de textos que ya 

ha utilizado17. 

 

                                                           
17 Tumer, K. y Ghosh, J., (1995). “Order Statistics Combiners for Neural Classifiers”. World Congress on 
Neural Networks, 1995. 
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2.3.1.6 Clasificación no paramétrica 

En cuanto a la clasificación no paramétrica, ésta puede dividirse en dos 

subcategorías: la primera de ellas es una clasificación basada en patrones de la que 

resulta la definición de las categorías en forma de patrón (de ahí su nombre), como un 

vector con diferentes pesos para cada palabra. La clasificación se realiza según las 

similitudes existentes entre el texto a clasificar y los diferentes patrones prexistentes18. 

Un ejemplo de este tipo de clasificador sería el clasificador Rocchio, cuyo algoritmo se 

explicará más adelante. La segunda subcategoría es una clasificación basada en 

ejemplos, en la que los textos se clasifican según las similitudes de los textos a clasificar 

con los utilizados para el entrenamiento previo. El ejemplo más famoso de este tipo de 

clasificadores es el clasificadorK-Nearest Neighbour (KNN), que se verá con más detalle 

en los siguientes apartados. 

 

2.3.1.7 Clasificación centrada en la Categoría  

La clasificación centrada en la categoría (Category-Pivoted Claissfication, CPC) es 

aquella en la que, dado un texto a clasificar, se recuperan todas las categorías dentro de 

las cuales éste puede ser clasificado.  

 

2.3.1.8 Clasificación centrada en el Documento 

Por otro lado, la clasificación centrada en el documento, o en inglés Document-

Pivoted Classification (DPC) es aquella en la que dada una categoría deben encontrarse 

todos los textos susceptibles de ser clasificados dentro de ella. Esta clasificación es la 

más pertinente cuando se añade una nueva categoría al conjunto, una vez que ya han 

                                                           
18 Bacan, H., Pandzic, I. S. y Gulija, D., (2005). “Automated News Item Categorization”. En “Pattern 
Recognition and Machine Intelligence”. Third International Conference, PReMI (2009). Nueva Delhi, 
India. 
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sido clasificados varios textos y es necesario que se revisen las categorías en las que 

estos textos fueron clasificados. 

 

2.3.2. Algoritmos de Clasificación Automática 

A continuación se detallan los principales algoritmos empleados para la 

clasificación automática de textos. 

2.3.2.1 Algoritmos probabilísticos 

Los algoritmos probabilísticos son aquellos que se basan en la teoría 

probabilística. 

Estos algoritmos se basan sobretodo en el teorema de Bayes o teorema de la 

probabilidad condicionada, que permite calcular la probabilidad de que se dé un hecho 

en relación con la probabilidad de que otro hecho suceda, siendo éste dependiente del 

hecho anterior.  

El algoritmo probabilístico más conocido es el algoritmo de Naïve Bayes, el cual 

valora la probabilidad de que un texto esté integrado en una categoría en particular. La 

inclusión de un texto en una categoría depende del hecho de que este texto posea una 

serie de características, que son las palabras que más comúnmente se dan en esos 

textos, y de los que sabemos la probabilidad con la que aparecen en los textos de esa 

categoría. Las probabilidades con las que aparece una palabra en un texto de una 

categoría o de otra se tienen a partir del conjunto de entrenamiento, haciendo uso de 

la frecuencia de aparición en este conjunto.  

En el caso de que el conjunto de entrenamiento fuese pequeño, es posible que 

se produzcan errores en el cálculo de las probabilidades, ya que es posible que un 

término que no existe en el conjunto de entrenamiento aparezca en los textos a 

clasificar.  

Con las probabilidades obtenidas del conjunto de entrenamiento se puede 

valorar la probabilidad de que otros textos con una serie de palabras determinadas 
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pertenezcan a una categoría u otra. Aquella que tenga la probabilidad más alta, es decir, 

la categoría a la que es más probable que pertenezca el texto, es a la que será asignado, 

según: 

Si tenemos un ejemplo x representado por k valores, debemos localizar la 

categoría que defina dicho ejemplo x con mayor probabilidad.  

Si x está representada por (a1, a2, …, an), la hipótesis que tenga mayor 

probabilidad será la que haga cierto que: 

 

con vj como el valor de la función de clasificación f(x) en un conjunto finito V. Por 

lo tanto, la probabilidad de que conocidos los términos que definen ese ejemplo, éste 

pertenezca a la clase vj.  

Por Bayes: 

 

Así pues, se puede calcular P(vj) contando las veces que aparece el ejemplo  vj en 

el conjunto de entrenamiento y dividiéndolo por el número total de ejemplos del 

conjunto. 

Asimismo, para estimar P(a1, …, an|vj) (el número de veces que aparecen los 

valores del ejemplo x para cada categoría) debe recorrerse todo el conjunto de 

entrenamiento. Como esto es muy complicado para un número alto de ejemplos, esta 

ecuación se simplifica recurriendo a la hipótesis de independencia condicional, 

factorizándose la probabilidad. La hipótesis propone que los valores aj que describen un 

atributo de un ejemplo cualquiera x son independientes entre sí conocido el valor de la 

categoría a la que pertenecen. De esta forma, la probabilidad de observar la conjunción 

de atributos aj dada una categoría a la que pertenecen es igual al producto de las 

probabilidades de cada valor por separado: 
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El teorema de Bayes es un método muy importante, ya que además de realizar 

un análisis cualitativo estimable no desestima la importancia cuantitativa de los valores 

mediante medidas probabilísticas, tal y como se ha explicado, a diferencia de otros 

métodos algorítmicos como las redes neuronales o los árboles de decisión, que a 

continuación también se presentarán. 

Las principales ventajas que muestran los métodos bayesianos en tareas de 

aprendizaje respecto a otros métodos son las siguientes: 

1.  Cada dato observado no es desechado en el caso de que no concuerde con 

el conjunto, sino  que modifica las probabilidades de éste, aumentando o 

disminuyendo las probabilidades futuras. 

2. Los métodos bayesianos se muestran estables respecto a posibles datos  

incompletos o erróneos presentes en los ejemplos de entrenamiento. 

3. Los métodos bayesianos tienen en consideración en las predicciones de 

hipótesis el conocimiento del dominio en forma de probabilidades. Esto 

puede resultar un tanto problemático si no disponemos de datos suficientes 

en esta probabilidad, ya que puede dar lugar a estimaciones erróneas de las 

hipótesis19. 

 

2.3.2.2 Algoritmo de Rocchio 

El algoritmo de Rocchio, adelantado antes, consiste en lo siguiente: cuando el 

usuario lanza una consulta, el clasificador devuelve una serie de documentos que el 

usuario examina, determinando la utilidad de cada uno de los resultados. Basándose en 

los textos que el usuario ha señalado como útiles, el clasificador devuelve una nueva 

consulta. De esta manera, el algoritmo de Rocchio construye un vector relativo a la 

nueva consulta, recalculando los nuevos pesos de las palabras incluidas en ella y aplica 

                                                           
19 Malagón Luque, C. (2003), “Clasificadores bayesianos. El algoritmo Naïve Bayes”. 
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un factor A a los pesos de la primera consulta, otro factor B a los de los textos útiles y 

otro más a los textos que el usuario ha señalado como irrelevantes20. 

El algoritmo de Rocchio ofrece un sistema con el que desarrollar los patrones de 

cada categoría de textos, por lo que si partimos desde un conjunto de entrenamiento 

clasificado con anterioridad, y aplicamos el modelo vectorial, se crean vectores-patrón 

para cada una de las categorías, tomando a continuación como ejemplos válidos y no 

válidos a los documentos de entrenamiento de esa categoría y los que pertenecen al 

resto, respectivamente. Una vez obtenidos los patrones de cada categoría se puede dar 

por completado el entrenamiento. Si se necesita clasificar un nuevo texto se estima la 

semejanza entre el texto nuevo y cada uno de los patrones prexistentes. Aquel patrón 

con el que el índice de semejanza o similitud sea mayor indicará la categoría en la que 

ese texto será clasificado.21 

 

2.3.2.3 Algoritmo del vecino más próximo (K-Nearest Neighbour, KNN) 

El razonamiento basado en casos utiliza el razonamiento humano como modelo, 

basándose en la experiencia para solucionar los nuevos problemas. Así, se extrae la 

información de un conjunto de datos y la utiliza para clasificar nuevos datos a analizar. 

Para que un sistema de razonamiento sea basado en casos debe responder las siguientes 

cuestiones22: 

- ¿Cómo están organizados en la memoria los distintos casos? 

- ¿Cómo se pueden recobrar los casos relevantes almacenados? 

- ¿Cómo se pueden adaptar los casos anteriores a los nuevos? 

                                                           
20 Figuerola, C. G., Alonso Berrocal, J. L. y Zazo Rodriguez, Á.F., (2004). “Algunas Técnicas de Clasificación 
Automática de Documentos”. Cuadernos de documentación multimedia, ISSN 1575-9733, Nº. 15, pp. 1-
2. 
 
21 Martín García, M., (2009). “Sistemas de clasificación automática de críticas de cine”. Universidad 
Carlos III de Madrid. 
22 Rich, E., (1994). “Inteligencia artificial”. McGraw-Hill, p. 602. 
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- ¿Cómo se almacenan los casos? 

El razonamiento basado en casos necesita, además de los casos anteriores, que 

estén muy bien organizados para facilitar el acceso a ellos y relacionarlos con el caso 

actual. Además es importante tener en cuenta los casos más relevantes. Este tipo de 

razonamiento utiliza los métodos basados en vecindad, que pueden ser retardados o no 

retardados. Los métodos retardados crean un modelo específico para cada dato a 

analizar y, una vez clasificado, se utiliza como un nuevo dato de entrenamiento. Por su 

parte, los métodos no retardados utilizan un solo modelo a través de datos conocidos 

para todos los nuevos datos a clasificar, y éstos solamente se utilizan como datos de 

entrenamiento en el momento en el que un nuevo modelo general se construya. 

El algoritmo del vecino más próximo (Nearest Neighbour, NN) es el método más 

utilizado y también el más sencillo para implementar en la clasificación basada en casos. 

Este algoritmo consiste en calcular la cercanía o semejanza entre el texto a clasificar y 

cada texto de los que conforman el conjunto de entrenamiento. El más similar será 

indicador de la categoría a la que pertenece el texto que se pretende clasificar. 

El método de los k-vecinos o k-NN (K-Nearest Neighbours) es el método más 

utilizado en la clasificación basada en casos. En este método se compara el nuevo texto 

a clasificar con los K textos más parecidos, que podrán ser de diferentes categorías a la 

del nuevo texto, por lo que se suman los coeficientes de cada una de ellas. La que tenga 

un coeficiente mayor, será la más adecuada para el texto que se quiere clasificar. El 

proceso de entrenamiento de este algoritmo consiste simplemente en la indexación de 

los documentos, algo que puede llevarse a cabo de manera sencilla. Muchas pruebas 

experimentales han demostrado la eficacia de este algoritmo, sobre todo con textos 

muy diferentes y con un número de categorías especialmente grande. De hecho, la 

dificultad del método k-NN estriba en determinar el valor de k más apropiado, ya que 

con valores más grandes se realizarán clasificaciones de acuerdo a la mayoría en lugar 

de al más parecido, y con valores más pequeños de k puede realizarse una clasificación 

menos precisa debido a los pocos datos utilizados para realizar comparaciones. Así, el 

modelo 1-NN utiliza para la comparación al primer vecino más cercano que se 
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encuentra. El método k-NN puede cambiar sus datos de clasificación totalmente sin 

modificar su estructura, sólo con cambiar la métrica con la que se halla la distancia, que 

se ha de elegir de acuerdo al problema que se quiere solucionar. 

Cuando queremos saber la categoría de un texto, el algoritmo compara dicho 

texto con todos los demás del conjunto de entrenamiento, calculando la distancia 

(generalmente la distancia Euclídea ). La categoría mayoritaria de entre los K textos más 

similares al propuesto será la categoría en la que se clasificará el mismo. 

    d(xi,xj) = √∑ (𝑥𝑖𝑘 − 𝑥𝑗𝑘)2|𝐶|
𝑘=1  

En la siguiente figura se muestra un ejemplo del algorimo k-NN en el que las 

categorías son triángulo y cuadrado. Se almacenan todos los ejemplos de 

entrenamiento en el proceso de aprendizaje y la clasificación consiste en los k (en este 

caso son tres) ejemplos más cercanos al que se quiere clasificar. 

 

Figura 2. Ejemplo del algoritmo k-NN 

En este caso, se puede observar, que el círculo del ejemplo sería clasificado como 

triángulo, mientras que si k=5 el círculo sería clasificado como cuadrado. 

 

2.3.2.4 Árboles de decisión 

Un árbol de decisión es un algoritmo de clasificación capaz de tomar decisiones 

con una gran precisión. Es un sistema de aprendizaje inductivo supervisado no 

paramétrico  en el que dado un conjunto de ejemplos se busca una hipótesis o normas 



32 
 

dentro del mismo. Este conjunto estará formado por una sucesión de tuplas de atributos 

en el que se clasifica siguiendo los valores positivos o negativos (tipo binario) de uno de 

ellos. Así, el algoritmo tratará de obtener las hipótesis que clasifiquen nuevos casos en 

positivos o negativo, de forma que en realidad se obtendrán pares x, f(x) donde x es el 

valor de entrada y f(x) es el valor de salida del árbol. 

En los árboles de decisión los nodos de éstos se etiquetan por palabras, cada una 

de las ramas se etiquetan por los pesos o posibles valores de estas y las hojas según las 

categorías. Se realizan preguntas sobre las características empezando por el nodo (raíz 

del árbol) y continuando por las distintas ramas según las respuestas obtenidas hasta 

llegar a las hojas, que será la categoría que se asignará al documento a clasificar. De esta 

forma se realizaría la clasificación de cada documento.23 

El árbol de decisión es un método de aprendizaje inductivo típico muy utilizado 

en diversas disciplinas que destaca por su sencillez, aunque últimamente está cayendo 

en desuso.  Su sencillez hace que los árboles de decisión puedan utilizarse en diversas 

aplicaciones como el diagnóstico médico o el control de calidad. 

La metodología consta de dos pasos: 

- Aprendizaje: Consiste en la definición del árbol según la experiencia del 

conjunto de documentos clasificados. Se trata de la etapa más decisiva, ya 

que de ella depende el resultado que obtengamos de la clasificación de un 

texto en el futuro. 

- Clasificación: Consiste en clasificar un texto, una vez finalizado el aprendizaje. 

Se sigue el proceso descrito más arriba de preguntas y respuestas para 

avanzar por los diferentes nodos del árbol, desde la raíz hasta las hojas, 

siendo el camino el que determina los atributos del texto. 

 

                                                           
23 Vergara García, P.M. (2014), Selección y evaluación de algoritmos para clasificación de documentos”. 
Universidad de Oviedo. 
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El aprendizaje inductivo en los árboles de decisión se puede llevar a cabo según 

3 formas: 

1. Aprendizaje inductivo: en este caso, una hipótesis que clasifique un gran 

número de ejemplos de entrenamiento, servirá también para clasificar futuros 

ejemplos, todavía sin analizar. 

2. Razonamiento deductivo: donde se parte de ciertas hipótesis para llegar a una 

conclusión sin que suponga una adición nueva de información para futuros 

procesos. 

3. Razonamiento abductivo: donde partiendo de los efectos se llega a la causa de 

estos, teniendo conocimientos previos de que dicho efecto es causado por dicha 

causa. 

El algoritmo ID3 se usa en los árboles de decisión, y las medidas que usan son: 

- Entropía: S(E) = info (E)=                                 ,   siendo pj la 

proporción de ejemplos de clase Cj en el conjunto E. La interpretación de la 

entropía es que cuanto más aparezca un suceso, este aportará menos 

información. 

- Efectividad: La efectividad de un atributo para dividir un conjunto de ejemplos 

en n subconjuntos, es el valor esperado de la entropía después de llevar a cabo 

la división, y se calcula según: S(E,X) = info (E,X) = 

- La ganancia de información: sirve para calibrar de qué manera los ejemplos son 

clasificados por un atributo. Se mide según: 

Ganancia (E,X) = info (E) – infoatrib (E, X) 

siendo info (E) la información del conjunto y infoatrib (E, X) la información 

aportada por el atributo medido x.  
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La ganancia y la información aportada por el atributo son inversamente 

proporcionales, lo que quiere decir que es un atributo común que es muy válido como 

atributo representativo del conjunto.24 

 

2.3.2.5 Clasificación basada en reglas difusas 

 

La clasificación basada en reglas difusas es en muchos puntos semejante a la 

clasificación según árboles de decisión, pero con la diferencia de que existe una 

definición de normas para cada categoría. 

Así, de este modo conseguimos una morfología más maciza y estable de 

categorizar los textos a clasificar sin tener que recorrer el árbol de decisiones 

completamente cada vez. Lo negativo es que se necesita a alguien que tenga experiencia 

en la definición de reglas y sepa conformarlas, las cuales automáticamente deben de 

seguirse en este tipo de clasificación. 

Un sistema de clasificación basado en las reglas difusas (SCBRD) está compuesto 

de una base de conocimientos (BC) y de un método de razonamiento difuso (MRD), que 

determinará una categoría para cualquier dato admisible que llegue al sistema. Lo 

bueno que tiene este sistema es que existe la posibilidad de llegar a una categoría desde 

un dato incluso cuando no existe compatibilidad exacta para ello. 

La base de conocimientos BC está compuesta a su vez por una base de datos 

donde se definen los conjuntos asociados a los usos lingüísticos de los documentos, y 

una base de reglas que contiene todas las reglas de clasificación. Por su parte, el MRD 

es un procedimiento que usa la información de la BC para predecir categorías a un 

ejemplo que a priori no tendría clasificación alguna. 

Los SCBRDs han crecido en los últimos años, convirtiéndose en un instrumento 

muy asentado entre los investigadores, una herramienta que además está en constante 

evolución en búsqueda de un perfeccionamiento mayor (estudios de Ishibuchi, Glosh, 

Zolghadri…) y que gracias a su fácil interpretabilidad por parte del usuario ha sido 

                                                           
24 Apuntes [http://www.nebrija.es/~cmalagon/inco/apuntes_mios/arboles_de_decision.pdf], pp.1-8. 
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utilizado para realizar clasificaciones de muchos y diferentes campos, desde la ingeniería 

o las matemáticas hasta la química o la medicina. 

El procedimiento de un SCBRD, dado un ejemplo e = (e1, …, en) es el siguiente: 

1. Se calcula el grado de similitud entre el ejemplo e y las reglas existentes. 

2. Se calcula el grado de asociación de e con cada regla. 

3. Se determina el grado de asociación del ejemplo e con las distintas clases. 

4. Se aplica una función de decisión F sobre el grado de asociación del ejemplo e 

con las clases que determinará la etiqueta c a la que corresponda el mayor valor, 

basándonos en el criterio del máximo, clasificando así el ejemplo e. 

 

2.3.2.6 Método de regresión 

 

Los métodos de regresión pronostican variables de tipo continuo en base a otros 

atributos del conjunto de datos. Este método se basa en la creación de una 

aproximación a la función ideal de clasificación con valores reales y no binarios como es 

lo habitual en los algoritmos de este tipo, lo cual permite que se puedan ajustar a los 

valores de entrenamiento. 

En la regresión, deben asignarse un par de vectores a cada texto, siendo uno de 

ellos de entrada, que es el peso de cada una de las palabras, mientras que el otro vector 

de salida supone el peso de cada categoría. A partir de estos vectores se forman unas 

matrices que más tarde serán procesadas. 

Finalmente, la clasificación se realizaría a través de la multiplicación de estas 

matrices, consiguiéndose unos resultados buenos, pero, eso sí, produciendo un gran 

coste computacional, a causa de este trabajo clasificatorio.25 

 

                                                           
25 Vergara García, P.M. (2014), Selección y evaluación de algoritmos para clasificación de documentos”. 
Universidad de Oviedo. 
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2.3.2.7 Clasificación lineal 

 

El método de clasificación lineal es un algoritmo que se vale de un vector 

diferente cada una de las categorías, mientras que usa un vector más para cada texto a 

clasificar. Estos vectores están determinados por los pesos de cada palabra sobre cada 

categoría y sobre cada texto. 

Pueden distinguirse dos tipos de métodos lineales: 

- Algoritmos que ejecutan “por partes”, en las que se analiza todo el conjunto de 

ejemplos al mismo tiempo. 

- Los llamados métodos incrementales, en los que comienza creándose el 

clasificador a partir del primer texto de entrenamiento, y después el clasificador 

va ajustándose según se analizan nuevos textos.26 

 

2.3.2.8 Máquinas de Vector Soporte 

Las máquinas de vector soporte (en inglés Support Vector Machines, SVM) son 

estructuras de aprendizaje que se basan en la llamada teoría estadística del aprendizaje. 

Las SVM son algoritmos diseñados con el fin de entrenar máquinas de aprendizaje lineal 

en un espacio inducido por una función kernel, de acuerdo a unas reglas de 

generalización empleando técnicas de optimización.27 

El funcionamiento de las SVM consiste en transformar el espacio de entrada en 

otro de mayores dimensiones (eligiendo una función kernel adecuada) donde se puede 

resolver el problema mediante un hiperplano separador óptimo: se realiza un mapeo de 

los datos de entrada a un espacio de características de una dimensión mayor, para luego 

                                                           
26 Vergara García, P.M. (2014), Selección y evaluación de algoritmos para clasificación de documentos”. 
Universidad de Oviedo. 
27 Martín García, M., (2009). “Sistemas de clasificación automática de críticas de cine”. Universidad 
Carlos III de Madrid. 
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encontrar un hiperplano que los separe y maximice así el margen entre las diferentes 

categorías de clasificación. 28 

La principal ventaja de convertir el espacio en uno de una dimensión mayor 

consiste en que las categorías serán separables con una alta probabilidad, con lo que 

encontrar un hiperplano separador no supondrá una gran dificultad 

computacionalmente. Este hiperplano será determinado por un conjunto de 

observaciones llamadas vectores soporte, llamadas así por definir la morfología del 

hiperplano. Por tanto, la principal dificultad de este método consiste en elegir la función 

kernel más acertada, que es la que transforma el espacio inicial en el espacio de 

dimensión mayor, ya que es fundamental para que el clasificador funcione 

correctamente. 

La norma clasificadora de un clasificador binario con clases positiva y negativa es 

la siguiente: 

f(x) = b + 𝛼𝑖𝐾(𝑥, 𝑥𝑖) 

en la que 𝛼𝑖 y b son parámetros que el clasificador aprende durante el 

entrenamiento y 𝐾(𝑥, 𝑥𝑖) es el valor de la función kernel para esos puntos. Si el valor 

f(x) es mayor que el umbral, la categoría asignada al punto x será positiva y si es menor 

que el umbral será negativa. 

Las SVM se han desarrollado buscando una robustez en su técnica de cara a 

procesos de clasificación y regresión aplicado a grandes conjuntos de datos en el que 

potencialmente pueda aparecer mucho ruido y por tanto susceptibles a que los 

resultados tengan bastantes errores. 

Las SVM son válidas tanto para la resolución de problemas lineales como no 

lineales: 

                                                           
28 Colmenares, G., “Inteligencia Artificial”, cap. IV: “Máquinas de Vectores de Soporte”. 
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- Para problemas lineales, las SVM crean hiperplanos que sirven de separación 

entre los datos de entrada, dividiéndolos en dos grupos con etiqueta propia. El 

hiperplano estará situado a la máxima distancia de los datos o vectores más 

separados entre sí (denominados vectores de soporte), para generalizar mejor 

estos subgrupos, como vemos en la figura: 

 

Figura 3. SVM linealmente separable 

- Para problemas no lineales, podemos actuar de dos modos, o bien mediante el 

uso de funciones kernel, en el caso de que los datos pudiesen separarse con un 

espacio máximo, pero en un espacio de características de mayor 

dimensionalidad; o bien en el caso especial de Soft Margin o margen blando, 

cuando los datos no pueden separarse como hasta ahora: 

1. En el caso de usar una función kernel, que es el producto interno en el 

espacio de características que tiene su equivalente en el espacio de 

entrada, esta función simétrica positiva consigue realizar la separación 

del espacio y trasladar los datos de entrada, tal y como sigue en la figura. 

 

Figura 4. SVM no linealmente separable inducida por una función kernel. 
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2. En el caso de los SVM con margen blando, estos casos ocurren cuando 

tenemos presencias altas de errores o ruidos en los datos, de forma que 

puede verse afectado el hiperplano clasificador por la presencia cercana 

de estos datos “molestos”. Esto se soluciona relajando las restricciones 

de distancias que vimos en el caso lineal, introduciendo variables de 

holgura no-negativas ζi ≥ 0, como vemos también en la figura. 

 

Figura 5. SVM con margen blando 

Además de la categorización de textos, tema que nos ocupa, las máquinas de 

vector soporte son utilizadas ampliamente en otras aplicaciones como el 

reconocimiento de firmas, de imágenes con rostros, etc. 

La mayor ventaja de las SVM respecto otras técnicas algorítmicas es que, dentro 

de ser un método de aprendizaje automático, la aplicación del principio inductivo, 

gracias a la minimización del riesgo estructural y a la aplicación de la función kernel, hace 

que las SVM tengan una gran capacidad de generalización. Además, a diferencia de otras 

formas algorítmicas, el proceso de la máquina no depende del número de datos y de 

atributos, lo que la hace perfecta para problemas con un gran número de textos a 

clasificar.29  

 

                                                           
29 Colmenares, G., “Inteligencia Artificial”, cap. IV: “Máquinas de Vectores de Soporte” 
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2.3.2.9 Redes neuronales 

Otro tipo de algoritmo muy importante son las llamadas redes neuronales. Las 

redes neuronales son colecciones de nodos interconectados con entradas, salidas y 

procesamiento en cada uno de ellos entre las capas de entrada y de salida. Su principal 

aplicación es el reconocimiento de  patrones de entrenamiento en un aprendizaje de 

tipo supervisado, tras el cual la red sería capaz de hacer predicciones. Ello hace que sea 

posible aplicarlas para la clasificación automática de textos. 

Las redes neuronales proporcionan una mejor inducción que el resto de los 

algoritmos, lo que hace de ellas uno de los algoritmos preferidos, ya que inducen 

hipótesis que generalizan mejor que los demás algoritmos, superando a otros tan 

famosos e importantes como los árboles de decisión que antes se han nombrado. En su 

contra podemos decir que su proceso de aprendizaje es bastante lento, lo que para 

análisis de datos numerosos puede resultar complicado. 

Las redes neuronales presentan una estructura basada en sucesivas capas 

superpuestas de procesamiento simple: las neuronas.  

Una neurona es básicamente un mecanismo compuesto por varias entradas y 

una salida única, siendo esta salida la entrada de otra neurona sucesiva. Estas neuronas 

muestran un “estado de activación”, representado por un valor numérico real dentro 

del rango [0, 1] o [-1, 1]. En la capa de entrada de una red, las neuronas tienen 

activaciones que representan los valores de los atributos. Los atributos numéricos se 

representan con una neurona de entrada, mientras que los discretos lo hacen con n 

neuronas de entrada que representan los n valores posibles. Las neuronas de la capa de 

salida mapean categorías, por lo que representan las decisiones de la red. Entre ambas 

capas de entrada y de salida se tienen capas de neuronas ocultas interconectadas 

mediante conexiones que representan los pesos de los atributos. 
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Figura 6. Red neuronal 

 

Una red neuronal con solo capas de entrada y de salida solo puede tomar 

decisiones lineales. Para representar atributos y hacer categorizaciones es necesario 

que existan capas ocultas. 

Cada neurona es receptora de la información que las neuronas anteriores le 

ofrecen, o la reciben del exterior, y con ella calcula una señal de salida que propaga al 

resto de neuronas a las que está conectada. Las interconexiones tienen diferentes pesos 

que expresan la fuerza de su conexión. 

Por tanto, la clasificación con una red neuronal comienza con la asignación de 

valores de activación a las neuronas de la capa de entrada para representar el dominio 

de los datos y, una vez atravesadas estas neuronas de entrada, pasan por las capas 

ocultas y finalmente las de salida, sin repetir el paso por ninguna de ellas.  

La entrada de una neurona oculta o de salida viene dada por la ecuación: 

 

donde wij es el peso de conexión entre la neurona j y la i, aj es la activación de la 

neurona j y + θi es el umbral para la neurona i, que es un parámetro ajustable que 

representa la predisposición de la neurona a tener una activación alta o baja. 
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Por otra parte, la activación de una neurona oculta o de salida viene dada por la 

ecuación30: 

 

Una red neuronal precisa de entrenamiento para que cuando le introduzcamos 

un tweet (entrada) produzca la salida deseada, es decir, que lo clasifique en la categoría 

que realmente le corresponda. Este entrenamiento consiste en ir ajustando los 

coeficientes de las conexiones entre neuronas, para que la salida sea la adecuada. 

 

2.3.2.10 Multi-Class Real Winnow 

 

El objetivo de estos experimentos es conseguir un método de clasificación de 

textos automática que sea capaz de ordenar tweets según edad, sexo o, lo que 

principalmente nos ocupa, emociones expresadas en el texto. Para ello se puede hacer 

uso del algoritmo de aprendizaje o Learning Algorithm, donde cada texto es 

representado por un vector numérico, en el que cada valor representa la proporción en 

la que aparecen las diferentes características de los documentos en el propio texto del 

vector. 

Se usa el algoritmo de aprendizaje Multi-Class Real Winnow (MCRW) para este 

objetivo, de forma que automáticamente, a través de ejemplos de documentos, se 

aprende a clasificarlos en función de la edad o el género del autor o las emociones del 

mismo en el momento de escribir el texto. 

A grandes rasgos, el funcionamiento del algoritmo MCRW es el siguiente:  para 

cada clase de documento, ci , con i=1,…,m, wi
n es un vector donde n es igual al peso de 

la proporción de las características del texto (wi
1, … ,wi

n), donde cada wi
j comienza en 1.    

                                                           
30 Bot, R.L. (2005), “Data Mining utilizando Redes Neuronales”. Universidad de Buenos Aires, pp.8-11. 
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Cada una de estas muestras se ordena aleatoriamente y son procesadas de una 

en una. Para una muestra x=(x1,…,xn), ct va a ser el dato real de entrada de x, mientras 

que co va a ser el de salida de argmaxi x*wi, de donde se obtiene: 

 

Donde β es una constante. 

Este procedimiento se repetiría en ciclos de diez repeticiones, y si el número de 

documentos clasificados aumenta correctamente se continúa repitiéndolo. En el caso 

de que el número de éxitos se redujese se volvería atrás para intentar repetir con éxito 

la clasificación31. 

 

2.4 Clasificación Afectiva 
 

Como se ha comentado en la introducción de este trabajo, la denominada 

clasificación afectiva es decir, la clasificación automática de textos basada en 

sentimientos u opiniones (Sentiment analysis, sentiment classification u opinión mining, 

en inglés), resulta muy interesante en las investigaciones del procesamiento del lenguaje 

natural (Natural Language Processing, NLP). 

La clasificación de textos basada en sentimientos u opiniones consiste en 

determinar, de manera automática, si en los textos se presentan sentimientos como la 

alegría, la ira o la sorpresa, o si expresa opiniones positivas o negativas acerca de un 

tema en particular. Por tanto, es posible distinguir varios tipos de clasificaciones32: 

- Según la emoción que expresa: clasifica el texto según el tipo de emoción que 

expresa, como puede ser la alegría, la tristeza, la ira o la sorpresa. 

                                                           
31 Schler, J., Koppel, M., Argamon, S. y Pennebaker, J., “Effects of Age and Gender on Blogging”. Bar-Ilan 
University (Israel), Science Illinois Institute of Technology (USA), University of Texas (USA), p.4. 
32 Bravo Marquez, F., Mendoza, M. y Poblete, B., (2014). “Meta-level sentiment models for big social 
data analysis”, Knowledge-Based Systems, vol. 69, n. 1, pp. 86–99. 
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- Según la polaridad de los textos: indicará si el texto tiene un sentimiento 

positivo o negativo hacia lo que trata. Sería posible introducir otra categoría 

para clasificar los textos con un sentimiento neutro. 

- Según la intensidad del sentimiento: se clasificarán los textos según un valor 

numérico en una escala relacionada con la intensidad del sentimiento. 

 

Las conocidas como emociones básicas33 son la alegría, la tristeza, la ira, el miedo, 

el disgusto y la sorpresa. A partir del trabajo en el que se definió este conjunto de 

emociones, se propusieron otros conjuntos34 en los que se eliminaban de las emociones 

básicas el disgusto y la sorpresa, por considerarse asociadas a la ira y al miedo, 

respectivamente. 

Como se puede observar, ésta es una clasificación totalmente diferente a la 

clasificación típica consistente en clasificar documentos por temática.  

 Sin embargo, al considerarse alegría, tristeza, ira y sorpresa u opinión positiva y 

opinión negativa las categorías de salida de la clasificación, se considera la clasificación 

basada en sentimientos u opiniones como una subcategoría de clasificación de 

documentos. 

La subjetividad de los textos que se clasifican, que pueden ser desde críticas de 

productos, opiniones políticas y artículos, hasta contenido de redes sociales, blogs o 

foros de Internet, es el principal obstáculo a superar en esta tarea y lo que hace que no 

sean válidas las herramientas tradicionales utilizadas en la clasificación de documentos 

tal y como se ha venido haciendo hasta ahora. Esto es debido a que en la clasificación 

basada en sentimientos u opiniones no sólo se tienen en cuenta las características 

léxicas, sintácticas y semánticas del lenguaje, sino que también se requiere de un análisis 

pragmático, por lo que el Procesamiento del Lenguaje Natural cobra una importancia 

capital. 

                                                           
33 Ekman, P., (1994). "Strong evidence for universals in facial expressions: a reply to Russell's mistaken 
critique." Psychology Bulletin, vol. 115, pp. 268-287. 
34 Azcarate, A., Hageloh, F., K. V. D. S y Valenti, R., (2005). “Automatic facial emotion recognition”. 
Universiteit van Amsterdam. 
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Por ejemplo, este tipo de clasificación puede ser utilizada para la búsqueda de 

palabras clave en foros y blogs, unos medios de comunicación cada vez más utilizados 

para compartir las experiencias y opiniones del autor de los mismos. Si se hace una 

búsqueda de palabras clave en estos medios es posible filtrar mensajes relacionados con 

áreas de interés personal basándose en si reflejan connotaciones positivas o negativas 

sobre una temática particular. 

Otra gran aplicación de la clasificación basada en opiniones es la inteligencia de 

negocio, que es especialmente útil en el mundo de las empresas. La clasificación de 

tweets, foros o blogs según las emociones que expresan en ellos puede servir para que 

las empresas conozcan la idea que los clientes y usuarios tienen sobre ellas y los 

productos y servicios que ofrecen.  

Si el personal de una compañía estuviese interesado en conocer la opinión que 

los usuarios tienen de su marca, o si quisieran saber si un nuevo producto que quieren 

lanza al mercado funcionaría, o si sencillamente desearan conocer si las opiniones del 

servicio que ofrecen son positivas o negativas, debe plantearse la visión personal de los 

usuarios en lugar de fijarse solamente en las características que ofrecen sus productos 

(que evidentemente también son relevantes), ya que las opiniones subjetivas de los 

individuos sobre la compañía (como p.ej. “la atención al cliente de la empresa es nefasta, 

nunca contestan el teléfono”) y sobre la calidad de su producto (“la calidad de este 

teléfono móvil es malísima”) deben ser tenidas en cuenta, sobre todo porque cada vez 

más habitualmente los propios clientes hacen más caso a estas opiniones particulares 

que incluso a la publicidad corporativa en los medios publicitarios tradicionales.  

El análisis de sentimientos en textos es ideal para llevar a cabo esta tarea, ya que 

se podría crear un sistema que encuentre textos de críticas en la Web y agruparlos según 

el sentimiento y de lo que se quejan, evitando así tener que leer docenas de quejas que 

tratan del mismo motivo. Por supuesto, según la procedencia de los textos a analizar 

variará su forma, la gramática con la que están escritos y el contenido, aunque sólo se 

analice un solo idioma, lo que hace necesario un sistema robusto para poder analizar 

estos textos. Además de para las empresas como se ha explicado, la inteligencia de 
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negocio es muy útil para los usuarios que puedan estar interesados en adquirir algún 

producto, ya que les permite conocer si el producto sobre el que buscan la información 

les ofrece la calidad que necesitan. 

El análisis de sentimientos en textos también es muy utilizado en temas políticos. 

La profusión de Redes Sociales, blogs y chats a través de Internet han puesto al alcance 

de ciertos agentes e instituciones una cantidad enorme de información de los usuarios, 

como su edad, su género, su condición social, su personalidad, su nivel cultural, su 

reacción y su opinión al respecto de cualquier tema social o político, etc. La 

determinación de estas informaciones, que en su conjunto constituyen el “perfil” de los 

autores de los textos, es muy interesante para estos agentes. Las opiniones de los 

ciudadanos son de gran importancia en este ámbito. Se realizan estudios para saber qué 

temas les preocupan más a los votantes, la imagen que tienen los políticos y figuras 

públicas en el seno de la sociedad o saber si la postura de la gente es positiva o negativa 

en cuanto a propuestas políticas y su percepción sobre los gobernantes. Destaca 

también la importancia de este análisis para las autoridades de la seguridad, por ejemplo 

en materia antiterrorista o en para descubrimiento y control de potenciales 

delincuentes, como pederastas o psicópatas. 

También hay que recordar que la comunicación en las Redes Sociales, 

especialmente en Twitter, no es sólo una comunicación unidireccional de personajes 

“anónimos”, sino que en estas Redes y sobre todo en Twitter tienen cabida personajes 

públicos y famosos, lo cual nos presenta información sobre el apoyo social a dichos 

personajes a través de las Redes, así como empresas públicas o privadas, depositarias 

también de apoyo u oposición, opiniones positivas o críticas a dichas instituciones y 

empresas por parte del resto de los usuarios, determinando los perfiles de estos y el 

espectro de opinión de cada tramo de edad, género, etc. 

Como último ejemplo de aplicación de este tipo de análisis cabe mencionar la 

importancia de los sistemas de análisis de sentimientos en otros sistemas. Se podría 

utilizar el análisis de los textos para que un sistema no recomiende elementos que 

tengan muchas calificaciones negativas, para detectar contenido inapropiado en 
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páginas web, para que no se muestren anuncios en los que se detecten intenciones 

negativas e, incluso, para que los anuncios que se muestran lo hagan porque se detecta 

un sentimiento positivo en ellos. 

Con la cantidad de ejemplos mencionados, es fácil darse cuenta de que existen 

multitud de investigaciones en el análisis de emociones y opiniones. Mientras que el 

análisis de opinión intenta hacer distinciones entre textos objetivos y subjetivos, el 

análisis de emociones determina si el texto indica una opinión positiva o negativa o, en 

este caso, si expresa un sentimiento positivo (alegría) o negativo (tristeza) y el análisis 

de perfiles determina si el texto lo ha escrito una mujer, un hombre o su rango de edad. 

 

2.4.1 Modelos y Técnicas para la detección de emociones 
 

A continuación se describirán los modelos emocionales más relevantes para el 

análisis de sentimientos, así como los procedimientos más comunes para detectar 

emociones en textos. 

 

2.4.1.1 Modelos emocionales 

 

Ahora se presentarán las tipologías psicológicas emocionales más comunes para 

el análisis de sentimientos. 

El principal modelo para la representación de emociones es el modelo que se 

basa en categorías emocionales (tristeza, alegría, ira, sorpresa, etc.). Una evolución de 

este modelo es el Circumplex35, que se trata básicamente de la utilización de un círculo 

con dos ejes que respectivamente representan diferentes características emocionales, 

y que cuenta con distintas versiones dependiendo de estas características. Estas 

características quedarían representadas a través de los dos ejes, siendo uno de ellos el 

de valencia (positiva o negativa) y control (tranquilo o excitado). 

                                                           
35 Schlosberg, H., (1952). “The Description of Facial Expressions in Terms of Two Dimensions”. Journal of 
Experimental Psychology, 44, pp. 229–237. 
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Otro modelo similar al Circumplex36 es el modelo llamado modelo de 

dimensiones emocionales, capaz de calcular las características mediante un vector, esta 

vez de tres variables (x,y,z) correspondientes a la valencia, activación y control. Por otra 

parte, a diferencia de los modelos anteriores, el modelo OOC37 se basa en una jerarquía 

cognitiva de las emociones que evita las categorías y la dimensionalización de las 

mismas.38 

 

2.4.1.2 Detección de emociones 

 

Ahora se presentarán las principales técnicas que se emplean en el análisis de 

textos para la detección y clasificación de los mismos según las emociones presentes en 

ellos. 

El algoritmo PMI-IR (Pointwise Mutual Information and Information Retrieval) se 

utiliza para analizar la orientación semántica de un documento, siendo una de las 

técnicas más extendidas para ello. 39  

En algunos estudios40 llevados a cabo se utiliza un clasificador no supervisado 

que se basa en la opinión que detecta si un texto es positivo o negativo según la 

orientación semántica de las palabras del mismo. Esta orientación se calcula mediante 

el algoritmo PMI-IR mencionado anteriormente, el cual considera la Información Mutua 

Puntual (PMI) entre la palabra que se está estudiando y algunas palabras de ejemplo 

que sirven como modelos. La idea que hay detrás de este algoritmo que calcula la 

orientación semántica de los términos es que aquellas palabras que normalmente 

aparezcan asociadas a una orientación positiva aparecerán con mayor frecuencia junto 

a una palabra con una orientación positiva clara como, por ejemplo, óptimo y con 

                                                           
36 Schlosberg, H., (1954”. “Three dimensions of emotion”. Psychol. Rev., 61 (2), pp.81–88. 
37 Ortony, A., Clore, G. y Collins, A., (1988). “The cognitive structure of emotions”. Cambridge University 
Press. 
38 García, D. y Alías, F., (2008). “Identificación de emociones a partir de texto usando desambiguación 
semántica”. Procesamiento del Lenguaje Natural, Revista n. 40. Universitat Ramon Llull. Barcelona. 
39 Read, J., (2004). “Recognising affect in text using pointwise-mutual information”. Univesity of Sussex. 
40 Turney, P., (2002). “Thumbs up or thumbs down? Semantic orientation applied to unsupervised 
classification of reviews”. 40th Annual Meeting of the Association for Computational Linguistics (ACL). 
Philadelphia, EEUU, pp. 417–424. 
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muchísima menor frecuencia aparecerán cerca de aquellos términos con orientación 

negativa como terrible. Es decir, aquellas palabras que tengan connotaciones parecidas 

aparecerán con mayor frecuencia juntas en un mismo texto, mientras que palabras 

cuyas connotaciones son opuestas pocas veces o nunca aparecerán juntas. Así, una 

palabra que aparezca con mayor frecuencia al lado de óptimo que de terrible será 

considerada como una palabra positiva. 

Otra técnica es la que hace uso del etiquetado semántico y la minería web41, que, 

a través de un análisis morfosintáctico y semántico, reduce los textos analizados a dos 

adjetivos que representan al sujeto y al predicado. Una vez hecho esto se identifican 

aquellas palabras cuyo significado engloba el de los adjetivos obtenidos, es decir, sus 

hiperónimos. Por último, se utiliza un conjunto de patrones para determinar la emoción 

del texto. 

Por otro lado, se deben destacar las técnicas que se basan en la clasificación de 

textos. Las técnicas basadas en Máquinas de Vector Soporte (Support Vector Machine, 

SVM) se utilizan en el desarrollo de clasificadores emocionales y es muy apropiada para 

la clasificación de grandes volúmenes de documentos.42 En uno de los estudios llevados 

a cabo sobre este tema43 se presenta un sistema que identifica la polaridad del texto 

basándose en Latent Semantic Analysis (LSA). Para conocer la polaridad de las palabras 

del texto se realiza un cálculo en el que se hace la diferencia entre la similitud de cada 

palabra con una lista de palabras con orientación positiva, y la similitud con otra lista de 

palabras de orientación negativa. En algunos trabajos44 se ha logrado detectar 

sentimientos en textos en los que aparentemente no existe ninguna emoción. Esta es 

una técnica muy compleja debido al análisis semántico que se debe hacer de los 

                                                           
41 Lu, C., Hong, J. y S. Cruz Lara, (2005). “Emotion detection in textual information by semantic role 
labeling and web mining techniques”. National ChiNan University and Universities of Nancy. 
42 Joachims, T., (1998). “Text categorization with support vector machines: learning with many relevant  
features”. En Claire Nedellec y Celine Rouveirol (Eds.), “Proceedings of ECML-98”, n. 1398. Chemnitz,DE. 
Springer Verlag, Heidelberg, DE. 
43 Turney, P. y Littman, M., (2003). “Measuring praise and criticism: Inference of semantic orientation 
from association”. ACM Trans. Inf. Syst.,21 (4), pp. 315–346. 
44 Liu, H., Lieberman, H. y Selker, T., (2003). “A model of textual affect sensing using real-world 
knowledge”. En IUI ’03: Proceedings of the 8th international conference on Intelligent user interfaces. 
Nueva York, EEUU. 
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elementos de la base de conocimiento y el problema principal es que se necesita un gran 

conjunto de datos de entrenamiento para que su funcionamiento sea correcto y, 

además, la información semántica que proporciona no es suficientemente precisa, ya 

que no se detecta la ironía, el sarcasmo o la polisemia. 

Otras de las técnicas utilizadas son las técnicas basadas en diccionario afectivo. 

Estas técnicas consisten en realizar una búsqueda de palabras afectivas del documento 

en un diccionario creado previamente en el que se recoge una lista de términos 

afectivos45. La emoción del texto en términos generales se identifica realizando la media 

de la emoción de cada una de las palabras del texto que están presentes en el 

diccionario, asumiendo cada una un cierto valor emocional que permita cuantificar la 

emoción. Entre estas técnicas destaca Emotional Keyword Spotting (EKS). Esta técnica 

determina el sentimiento general del texto a partir de la media del grado emocional de 

cada una de las palabras que se han detectado con presencia en el diccionario. Es una 

técnica muy sencilla de implementar. Existen investigaciones en las que se estudia un 

sistema que utiliza la inteligencia artificial para determinar la emoción de cuentos, 

teniendo en cuenta las palabras afectivas y elementos como el tema del cuento46. 

Como mejora de EKS se presenta la afinidad léxica47  que hace extensiva la 

emoción de las palabras clave a otras palabras cercanas a estas. La parte negativa de 

estas técnicas es que no detectan los cambios de polaridad de la emoción que se deben 

por ejemplo a las negaciones48. 

Aparte de las que se han nombrado, se han utilizado y estudiado otras muchas 

técnicas con el objetivo de realizar el análisis de sentimientos en textos. Una de ellas 

consiste en una técnica que, utilizando métodos de clasificación probabilística basados 

                                                           
45 García, D. y Alías, F., (2008). “Identificación de emociones a partir de texto usando desambiguación 
semántica”. Procesamiento del Lenguaje Natural, Revista n. 40. Universitat Ramon Llull. Barcelona. 
46 Ovesdotter, C., Roth, D. y Sproat, R., (2005). “Emotions from text: machine learning for textbased 
emotion prediction”. En Proceedings of HLT/EMNLP. Vancouver, Canadá. 
47 Liu, H., Lieberman, H. y Selker, T., (2003). “A model of textual affect sensing using real-world 
knowledge”. En IUI ’03: Proceedings of the 8th international conference on Intelligent user interfaces. 
Nueva York, EEUU. 
48 Francisco, V., Hervás, R. y Gervás P., (2005). “Expresión de emociones en la síntesis de voz en 

contextos narrativos”. Simposio de Computación Ubicua e Inteligencia Ambiental. 
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en sistemas Bayesianos y SVM, etiquetaba las oraciones de un texto, según la 

subjetividad de las mismas, y después determinaba automáticamente la polaridad de 

los textos.  

Algunas de las técnicas utilizadas actualmente evalúan las frases que forman 

parte de los textos para después tener en cuenta sus partes constitutivas, como los 

párrafos, que son etiquetados según la polaridad. En el momento en el que no se aprecia 

la polaridad emocional se hace uso de modelos para determinar de mejor forma su 

polaridad. Determinar la polaridad del texto completo a partir de las oraciones que lo 

componen supone realizar una suma ponderada de las emociones presentes en cada 

frase, oración, o párrafo del texto en conjunto. 

Por otro lado se pueden detectar los sentimientos de un texto basándose en la 

identificación de las oraciones comparativas presentes. Esta técnica se basa en que, a 

veces, para expresar los sentimientos hacia algo se compara con otra cosa. Se identifican 

las reglas de polaridad que cumple cada frase y se elige la que cuya clasificación es más 

evidente. Si es comparativa la frase queda clasificada como tal mientras que en caso 

contrario la frase se clasifica como poco comparativa. 

 

2.4.2 Características a tener en cuenta para la Clasificación Basada en Sentimientos 
 

Una de las partes más importantes en el procesamiento de textos es convertir 

un texto en un vector en el que se representen sus características más relevantes. 

Existen diversas investigaciones que estudian la selección de características para el 

análisis de sentimientos en textos. 

Para extraer la información se representa el texto en la forma de vector de 

características cuyas entradas son las palabras individuales. La frecuencia de los 

términos en un texto ha sido de gran ayuda para la recuperación de información, pero 

se ha descubierto un mejor rendimiento utilizando la presencia de un término en lugar 

de su frecuencia. Es decir, vectores binarios en los que se indicaba si una palabra aparece 

o no (con valor 1 o 0 respectivamente) forman una base mejor con la que clasificar textos 
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según su polaridad, que vectores en los que las entradas aumentaban según 

aumentaban las palabras. Esto diferencia completamente la clasificación típica basada 

en temas y la clasificación de textos basada en sentimientos. Mientras que para clasificar 

por temas es más efectivo tener en cuenta la frecuencia de aparición de palabras clave, 

la emoción de un texto no se enfatiza más por repetir las mismas palabras.49 

Otra característica a tener en cuenta para la clasificación de textos según su 

sentimiento es la información que se puede extraer de una categoría gramatical. El 

etiquetado gramatical no deja de ser una forma de restar ambigüedad al sentido de las 

palabras en un texto, por lo que los adjetivos siempre se han utilizado como 

características relevantes de un texto a clasificar. De hecho, uno de los primeros trabajos 

para el estudio de la clasificación de textos según la orientación semántica de sus 

términos se desarrolló para adjetivos. Estos trabajos han detectado una gran relación 

entre la existencia de adjetivos en una oración y la subjetividad de la misma, hecho que 

ha sido utilizado para determinar que ciertos adjetivos son indicadores de un 

sentimiento positivo y, por tanto, para determinar las características necesarias para 

clasificar sentimientos, donde un sistema se puede basar en la presencia o polaridad de 

los adjetivos para decidir la polaridad de un texto. Pero estas investigaciones no sólo se 

centran en adjetivos, también se ha realizado detección de sentimientos en textos 

basándose en un conjunto de frases50, que se seleccionaban a través de patrones 

gramaticales que solían incluir un adjetivo o un adverbio. Por tanto, a pesar de que los 

adjetivos son buenos indicadores de la polaridad de una frase, existen otras categorías 

gramaticales que ayudan a identificar el sentimiento de un texto: los sustantivos 

(alegría) y los verbos (querer) también son unos indicadores potentes de sentimiento. 

La negación también tiene una gran importancia en la detección del sentimiento 

de un texto ya que fuerza a las frases a pertenecer a categorías opuestas: “me gusta esta 

película” expresa un sentimiento positivo mientras que “no me gusta esta película” 

                                                           
49 Martín García, M., (2009). “Sistemas de clasificación automática de críticas de cine”. Universidad 
Carlos III de Madrid. 
50 Turney, P., (2002). “Thumbs up or thumbs down? Semantic orientation applied to unsupervised 
classification of reviews”. 40th Annual Meeting of the Association for Computational Linguistics (ACL). 
Philadelphia, EEUU, pp. 417-424. 
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expresa un sentimiento negativo. Es posible tratar la negación como una característica 

de segundo orden, es decir, donde un vector de características no tuviera en cuenta la 

negación pero donde se convertiría en otro vector que sí tuviera en cuenta las 

negaciones. Por el contrario, la negación puede ser codificada directamente en los 

vectores de características iniciales: añadiendo el “no” a las palabras cercanas al término 

que niegan, en el ejemplo “no me gusta esta película”, la característica “gusta” pasa a 

ser “gusta-no”.  

La mayor dificultad de modelar la negación en los textos es que ésta puede estar 

presente de manera muy sutil, por ejemplo en sarcasmo e ironías, por lo que puede ser 

muy difícil de detectar complicando la clasificación de un texto en la categoría adecuada. 

Además de lo anterior, la sintaxis de las oraciones también debe ser tenida en 

cuenta para la clasificación afectiva de textos, sobre todo en textos más cortos. La 

negación (“no me gustan las lentejas”), los intensificadores (“esta película es muy 

buena”) y los reductores (“esta camisa es un poco fea”) sirven para modificar la valencia. 

Además, otros patrones más complejos (“este equipo es el mejor del mundo”) ayudan a 

una mejor detección de la subjetividad de los textos. 

El dominio de los textos que se desean clasificar también tiene importancia para 

garantizar una cierta calidad de la clasificación basada en sentimientos. Una misma 

oración indica un sentimiento u otro diferente según el contexto del dominio al que se 

refiera: por ejemplo la frase, “dormirás como un bebé” indica un sentimiento positivo si 

se refiere a un tratamiento de masajes relajante, pero indica un sentimiento negativo 

como crítica de una serie de televisión; la frase “esta película es de risa” indica un 

sentimiento positivo si se refiere a una película de humor que tiene mucha gracia 

mientras que indica un sentimiento negativo si se refiere a una película que es mala y 

no ha gustado al espectador. Estas diferencias según el dominio aumentan la dificultad 

de clasificar los textos cuando se aplica el mismo clasificador entrenado con datos de un 

dominio a otro dominio diferente. 

Aun cuando los textos a clasificar pertenecen al mismo dominio, el tema de los 

mismos puede variar. Por ello, es otra característica a tener en cuenta, aunque en 
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algunas ocasiones el tema es determinado con anterioridad (por ejemplo en una 

encuesta acerca de un producto).  

Aunque se esté trabajando con documentos con la misma temática, esto no 

quiere decir que la totalidad de las oraciones que componen el documento traten el 

tema principal del mismo. Por eso, algunos trabajos51 desarrollan el análisis del texto en 

dos pasos: primero se etiquetan todas las frases del texto según su pertenencia o no a 

la temática principal del mismo; y después, se aplica el análisis de sentimientos a las 

oraciones que sí forman parte de este tema. Si el análisis de estas frases da como 

resultado una polaridad, ésta será la que el usuario tenga sobre el tema principal del 

documento.52 

Por otra parte, es posible que un documento contenga varios temas o, incluso, 

cuando en un texto sólo se discute un único tema pueden ser consideradas 

características que representan múltiples temas. Si es posible ignorar todos los temas 

excepto el principal se puede considerar el sentimiento global que se detecta en el texto 

como el del tema principal, sin entrar a identificar el del resto de temas. Sin embargo, 

suele ser más común identificar los temas previamente e identificar el sentimiento hacia 

cada uno de ellos por separado.  

Los sentimientos y las opiniones dependen mucho del contexto y totalmente 

dependientes del dominio que se esté tratando ya que, como se ha visto, la misma 

expresión puede indicar un sentimiento diferente en diferentes dominios. 

Los sentimientos pueden ser expresados de una manera sutil, convirtiéndolos en 

difícil de identificar cuando se considera una parte del documento a clasificar de forma 

aislada. Como ejemplo: 

 “Me duele la tripa de tanto comer” 

                                                           
51 Sebastiani, F., (2002). “Machine Learning in Automated Text Categorization,” Consiglio Nazionale delle 
Ricerche. Italia. 
52 Martín García, M., (2009). “Sistemas de clasificación automática de críticas de cine”. Universidad 
Carlos III de Madrid. 
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Ya que el verbo “doler” expresa un sentimiento negativo, podría llegarse a pensar 

que la clasificación de la frase es fácil y considerar la polaridad de la frase como negativa, 

cuando en realidad la oración no expresa ningún sentimiento negativo. Es más, incluso 

podría tener una polaridad positiva refiriéndose a que ha comido mucho porque le 

gustaba mucho lo que comía.  

Sin embargo, si se considera la frase: 

“Me duele la tripa de tanto comer la comida que hace tu madre” 

Denota una opinión claramente negativa, al contrario que la parte analizada 

anteriormente. 

Es más complicado de lo que parece encontrar la colección adecuada de palabras 

clave que permite identificar la polaridad de las frases analizadas. Por ejemplo, en la 

oración: 

“Cuéntale tu opinión a quién le interese” 

A priori no existen palabras que denoten un sentimiento negativo en ella, pero 

la frase expresa una clara polaridad negativa hacia quien la recibe. 

Con estos ejemplos queda claro que la identificación de palabras clave en 

presencia de subjetividad no es una tarea nada fácil. 

La estructura del texto también tiene un efecto sobre la identificación de los 

sentimientos, ya que se ha observado que algunas estructuras ayudan a extraer la 

emoción adecuada. El modo de ordenación en el que las diversas opiniones se presentan 

en un texto de opinión puede hacer que el sentimiento general del texto sea el contrario: 

“El cantante tiene una voz increíble. El guitarrista hace unos solos de guitarra 

espectaculares y el batería toca los platillos como si fueran una extensión de sí mismo. 

Sin embargo, en directo dejan mucho que desear.” 

Como se puede observar, en el texto anterior las palabras denotan una clara 

polaridad positiva hacia el grupo musical y, sin embargo, la opinión general del texto es 

negativa debido a la rotundidad de la última frase. 
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“No entiendo a la gente que ve programas de telebasura como Gran Hermano. Anoche 

decidí sacrificarme y ver ese horror de programa. Me da vergüenza admitirlo, pero 

tengo que reconocer que estoy totalmente enganchado. Me encanta.” 

En el ejemplo anterior, a pesar de la negatividad del principio del texto, el 

sentimiento global del texto es positivo debido al orden con el que aparecen las 

diferentes frases. No llegaríamos a la misma conclusión si se llevara a cabo una 

representación de las palabras sueltas. 

La importancia del orden se puede observar también en comparaciones: “A es 

mejor que B” indica una opinión totalmente contraria a “B es mejor que A”. 

  Además, se ha demostrado en varios estudios que, en general, las últimas N 

sentencias de un texto sirven mucho más para llegar a una síntesis del sentimiento 

global de un texto que con las N primeras frases, y que esto sea tan positivo como 

detectar de forma automática las N frases más subjetivas del mismo.53 

 

2.4.3 Análisis necesarios para realizar Análisis de Sentimientos 
 

Es necesario llevar a cabo varios análisis de los textos para clasificarlos de 

acuerdo a la polaridad que expresa. 

En un importante número de trabajos dedicados a la clasificación documental se 

realiza el siguiente proceso: dado un texto de opinión, cuya opinión es sobre un único 

tema, se clasifica ese texto según su polaridad positiva o negativa o se localiza su 

situación relativa entre ambas polaridades. La polaridad asignada se puede utilizar para 

resumir si la opinión del texto es positiva o negativa o para realizar una búsqueda de 

textos con una determinada polaridad de opinión. 

Esta clasificación binaria de los documentos según opiniones positivas o 

negativas es denominada clasificación de polaridad del sentimiento. 

                                                           
53 Martín García, M., (2009). “Sistemas de clasificación automática de críticas de cine”. Universidad 
Carlos III de Madrid. 
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Las opiniones “positivas” o “negativas” de un texto se basan en un juicio (“me 

gusta” vs “no me gusta”) pero la interpretación de “positivo” o “negativo”  puede ser 

diferente en unos determinados contextos como por ejemplo al determinar si la postura 

en un debate es a favor o en contra del tema que se está debatiendo. 

Los textos de entrada a un clasificador no tienen por qué ser opiniones. La 

clasificación de noticias entre una “mala” y una “buena” noticia se ha tenido en cuenta 

a lo largo de muchos trabajos de investigación, ya que una noticia cabe la posibilidad de 

que sea mala o buena sin presentar ninguna subjetividad:  

“El paro baja en el mes de Septiembre en 50.000 personas” 

El titular de esta información es objetivo, dado que no presenta ningún reflejo 

del estado del autor, y puede ser considerado una buena noticia.  

La determinación de la polaridad de un texto donde el autor exprese alguna clase 

de sentimiento se utiliza para obtener la opinión general. Determinar si un texto objetivo 

es bueno o malo es diferente de su clasificación en categorías según el tema, por lo que 

presenta los mismos retos que el análisis de sentimientos u opiniones.  

Es importante hacer notar que la diferencia entre un texto objetivo y subjetivo 

puede ser sutil: “este disco duro tiene 1 Terabyte de memoria” frente a “este disco duro 

sólo tiene 1 Terabyte de memoria”. 

Por otro lado, determinar el grado de positividad de un texto (rating interference) 

proporciona una clasificación de los textos más precisa, y puede ser estudiado como un 

problema de la clasificación del texto en varias clases. La clasificación en varias clases de 

textos puede resolverse como un problema de regresión, como hemos visto antes, y es 

que la semántica no tiene por qué corresponderse en todas las categorías, sino que 

puede ser diferente en cada una de ellas. Por ejemplo, si se clasifica un texto entre 
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polaridad positiva, polaridad negativa y neutral, los textos neutrales tendrán términos 

tanto positivos como negativos.54 

Para determinar si un texto es subjetivo o no se debe deducir si el texto describe 

un hecho sin expresar ningún tipo de opinión en él o, si por el contrario, expresa una 

opinión, lo que equivaldría a realizar una clasificación del texto entre dos clases: objetiva 

y subjetiva. 

Como es fácil deducir, los sistemas de clasificación de textos tienden a producir 

resultados incorrectos cuando el texto contiene lenguaje subjetivo como opiniones o 

emociones. Esto se debe a que pueden ser fácilmente engañados con figuras  retóricas 

del lenguaje como hipérboles o metáforas. Por tanto, es necesario incluir el análisis de 

subjetividad de los textos para mejorar la precisión de estos sistemas. Normalmente, los 

trabajos que se han realizado sobre la clasificación por polaridad de textos asumen que 

los textos que reciben para clasificar son textos que incluyen un cierto sentimiento pero 

puede ser de gran utilidad para muchas aplicaciones determinar si el texto contiene 

subjetividad o no. 

Es evidente que la clasificación automática de los textos entre subjetivos y 

objetivos es más complicado que la clasificación según la polaridad de los mismos 

tratada anteriormente pero es necesario señalar que las mejoras en la clasificación de 

los textos según su subjetividad tendrán un impacto positivo en la clasificación de los 

textos según su sentimiento. 

Asumir que el conjunto de textos que se van a clasificar según su sentimiento 

pertenecen a la misma temática simplifica la clasificación, debido a que se asume que 

previamente a la clasificación basada en sentimientos se ha buscado los textos sobre 

una temática concreta. No obstante, podrían darse relaciones entre el tema y el 

sentimiento que los textos expresan hacia él, lo que hace que se deseen considerar el 

tema y el sentimiento a la vez: un texto podría contener opiniones sobre otros temas, 

                                                           
54 Martín García, M., (2009). “Sistemas de clasificación automática de críticas de cine”. Universidad 
Carlos III de Madrid. 
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por lo que estas partes del texto no tendrían ningún interés para el usuario y podrían 

ser descartadas. 

Por el contrario, un texto puede contener opiniones sobre múltiples temas que 

sí pueden resultar interesantes al usuario. Aquí sería necesario identificar los temas del 

texto para separar de forma adecuada la polaridad de las opiniones expresadas hacia 

cada uno de ellos. Un ejemplo de este tipo de textos podría ser un texto que compara 

varios productos discutiendo sobre diferentes características de los mismos. 

Como se ha comentado anteriormente, el análisis de sentimientos en textos 

tiene una gran aplicación en política, por lo que muchos trabajos realizados se han 

centrado en la actitud general que se expresaba en textos de orientación política que no 

están dirigidos hacia un tema en particular. Un ejemplo de este trabajo es el que se 

realizó determinando la orientación política de diferentes webs clasificando los textos 

hallados en ellas según su perspectiva clasificándolos entre diferentes categorías 

ideológicas, como puede ser una clasificación entre textos liberales o conservadores, 

por ejemplo. 

A pesar de poder utilizar una clasificación en varias categorías, cada categoría no 

se corresponde con opiniones sobre un único tema, sino que cada una de ellas se 

corresponde con una serie de ideales y creencias, por lo que no pueden ser definidas de 

manera estricta. 

Una aplicación muy interesante del análisis de textos basado en sentimientos 

sobre la que se han realizado diferentes trabajos es la interacción entre los humanos y 

las máquinas: si se consideran diferentes tipos de emociones, como alegría, tristeza, ira 

o sorpresa, y el sistema detecta una de ellas en el usuario, podrá modificar su forma de 

interactuar con el mismo. 

Otras investigaciones se han centrado en generar sistemas para el 

reconocimiento y la generación de humor centrándose en el estudio de muchos 

aspectos afectivos presentes en textos que emanan una cierta felicidad o humor. 
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Existen otros trabajos que consisten en la clasificación de textos según cómo 

estén escritos, es decir, utilizando el estilo de la fuente, en los que toman la variación 

estilística como una característica de entrada importante. El mejor ejemplo de estos 

trabajos es la identificación de autoría de textos según el estilo con el que han sido 

escritos o la detección de lenguaje engañoso. 

Aparte de clasificar textos entre positivos y negativos o entre textos objetivos y 

subjetivos según la polarización de las palabras es muy interesante también tener en 

cuenta clasificaciones de textos según la fuerza de las emociones que expresan, de 

acuerdo a varias intensidades. Así, se podría utilizar esta información para detectar 

cambios a lo largo del tiempo en la intensidad expresada en las opiniones que expresan 

los usuarios, siendo útil por ejemplo, para la detección de casos de radicalización. 
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2.5 Clasificación basada en el perfil 

Relacionado con el análisis léxico se tiene la posibilidad de atribuir la autoría de 

un texto a un autor desconocido, basándose en otros textos cuya autoría sí es bien 

conocida. Si se desea clasificar un texto cuya autoría es desconocida, pero se cree que 

pertenece a uno de entre K posibles autores,  habría que realizar una categorización del 

conjunto de textos de cada uno de los autores, de modo que haciendo un análisis léxico 

sobre estos textos se llegaría a unos resultados que darían K perfiles de cada uno de los 

K autores conocidos respecto a sus textos. 

 

Figura 7. Atribución de autoría basada en perfil 

El perfil de cada uno de los autores vendría dado por las características de su 

estilo de escritura, tales como la proporción de pronombres, adverbios, adjetivos, etc., 

así como características basadas en el contenido de los textos, como la temática de los 

mismos, resultado al que se llega por la comparación de las palabras que aparecen en el 

texto con las temáticas en las que más suele aparecer esas palabras. Por ejemplo, en el 

caso de la clasificación por género, las escritoras femeninas utilizan más pronombres y 

palabras positivas y negativas, así como los nuevos neologismos propios del nuevo 

lenguaje electrónico (como lol, XD, etc.), mientras que los autores masculinos utilizan 
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más artículos y preposiciones y hacen mayor uso de hipervínculos en sus 

publicaciones55. 

Respecto a la edad de quien realiza la publicación, pueden observarse asimismo 

grandes variaciones en la proporción de los tipos de palabras según la edad. Así pues, 

aunque no es absolutamente seguro, se puede pensar que según la edad y el género se 

utilizan ciertas palabras en proporciones suficientemente diferenciables, tanto según su 

significado y temática, como clasificación morfológica. 

La frecuencia de n-gramas de caracteres es una de las características más 

utilizadas para analizar el estilo de los textos; En inglés, por ejemplo, el uso de trigramas 

de caracteres es muy efectivo para determinar la frecuencia de adverbios. 

En cuanto a las características basadas en el contenido de los textos, las mujeres 

tienden a utilizar con más frecuencia palabras relacionadas con lo personal, como 

“madre”, mientras que los hombres se interesan sobre la política y la tecnología. Los 

más jóvenes escriben sobre sus amigos o su estado de ánimo, y a medida que aumenta 

su edad se interesan por el matrimonio, la política o la economía. 

De este modo se llegaría a un número K de perfiles de autores conocidos, como 

se ha señalado. Para obtener un resultado referente a cuál de estos K autores 

corresponde el texto sin autoría definida habría que hacer un nuevo análisis al texto 

anónimo, de modo que obtuviésemos un perfil de dicho texto que, tras una estimación 

de similitud con los perfiles de los K autores mediante medidas de distancia o similitud 

como Keselj’s Relative Distance (KRD), Simplified Profile Intersection (SPI), o Out of Place 

(OOP), arrojaría un resultado respecto a la autoría del texto. 

- Keselj’s Relative Distance (KRD) mide la distancia K entre dos perfiles P1 y P2: 

 

                                                           
55 Schler, J., Koppel, M., Argamon, S. y Pennebaker, J., “Effects of Age and Gender on Blogging”. Bar-Ilan 
University (Israel), Science Illinois Institute of Technology (USA), University of Texas (USA), p. 2. 
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Donde Pi(x) es la frecuencia del término x en el perfil i y XP1 es el conjunto de los 

términos del perfil Pi. 

- Simplified Profile Intersection (SPI): Es una simplificación de la anterior. La única 

diferencia entre ellas es que SPI sólo tienen en cuenta las características que 

pertenecen a los dos perfiles. 

- Out of Place (OOF): Calcula la diferencia posicional de cada una de las 

características en los perfiles y mide la suma de todas ellas. 

Estos métodos tendrían inconvenientes, como la existencia en todos los perfiles 

de autores de una proporción muy alta de ciertas palabras, lo cual acercaría más todos 

los perfiles entre sí, pero hay soluciones estadísticas como el Recentrado de Perfiles 

Locales (RPL) para la obtención de resultados más fiables. El RPL crea perfiles más 

realistas dando prioridad a aquellas características que se desvían más del lenguaje 

habitual. Para medir este uso del lenguaje habitual se utiliza un perfil del lenguaje, que 

mide la frecuencia con la que ocurren estas características en todos los documentos del 

conjunto de entrenamiento56. 

 

 

  

                                                           
56 Funez, D.G., Cagnina, L.C. y Errecalde, M.L., “Determinación de género y edad en blogs en español 
mediante enfoques basados en perfil”. Universidad Nacional de San Luis. 
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3.  Diseño de la Arquitectura del Sistema 
 

Un clasificador automático de textos será un sistema en forma de cascada que 

después de una primera fase de preprocesado de los textos y una vez realizado un 

entrenamiento del sistema, sea capaz de clasificar automáticamente nuevos textos. 

Es necesario disponer de un conjunto de textos de entrenamiento que estén 

clasificados previamente en su categoría correspondiente, que serán utilizados para que 

el sistema aprenda a clasificar nuevos textos. Para ello, los textos del conjunto de 

entrenamiento deben ser transformados desde su formato a un nuevo formato que sea 

conocido por el algoritmo de aprendizaje para que lleve a cabo la clasificación. 

Además, no todos los elementos de un texto son útiles para clasificarlo, por lo 

que los elementos que no dicen nada sobre el contenido del texto en el que se 

encuentran deben descartarse, como por ejemplo los signos de puntuación. Otros 

elementos que no aportan información útil para la clasificación del texto serían aquellas 

palabras muy frecuentes que se encuentran en gran número de textos, ya que no 

aportan información suficiente. Estas palabras son las denominadas palabras vacías 

(stopwords, en inglés) y son los artículos, pronombres, preposiciones, conjunciones, etc. 

57 

 

3.1 Fases del sistema 

Las fases de las que consta la creación de un clasificador automático de 

documentos son: 

 

- Preprocesado: en esta fase se adquieren los documentos y se transforman a 

un formato adecuado para que puedan ser empleados por el clasificador, 

como por ejemplo un espacio vectorial. 

 

                                                           
57 Martín García, M., (2009). “Sistemas de clasificación automática de críticas de cine”. Universidad 
Carlos III de Madrid. 
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- Reducción de dimensiones: una gran dimensión de los vectores creados es 

problemática. Por ello, es necesario reducir  la dimensión de los textos. 

 

- Asignación de los pesos: se asigna un valor numérico a todas las posiciones 

del vector, que representan cada término del texto, según la relevancia de 

cada palabra en su texto. 

 

- Entrenamiento: se desarrolla un algoritmo para el aprendizaje del sistema a 

través de un modelo de clasificación, que una vez realizado el análisis de los 

textos clasificados previamente en el conjunto de entrenamiento, permita 

clasificar nuevos textos. 

 

- Clasificación: con el conocimiento que el clasificador ha obtenido acerca de 

las características que identifican a cada categoría durante el entrenamiento, 

el clasificador será capaz de asignar nuevos textos a su categoría 

correspondiente. 

 

A continuación se profundizará más en cada una de estas fases. 

 

3.1.1 Preprocesado 

La tarea inicial para la construcción de un clasificador automático de textos es 

obtener un conjunto inicial de textos que sirvan para el entrenamiento del clasificador. 

Este conjunto de textos se denomina corpus.  

Los textos del corpus han de ser previamente clasificados en un determinado 

número de categorías. Una vez que el clasificador ha sido diseñado, se introducirá cada 

uno de estos textos en el clasificador y se podrá medir la calidad del clasificador 

mediante la comparación de la categoría en la que previamente había sido clasificado el 

texto y la categoría en la que ha sido clasificado por el clasificador. 

Es necesario para el entrenamiento y test del mismo transformar los textos a un 

formato adecuado, ya que el sistema no es capaz de interpretarlos directamente. Este 
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proceso se denomina indexado de los textos. La elección del formato depende de lo que 

se considere unidad mínima del lenguaje y de las reglas lingüísticas del texto.  

La representación más utilizada de los textos es, como se ha esbozado 

anteriormente, el modelo de espacio vectorial, en el que cada texto se representa 

mediante un vector de pesos: 

dj = ( a1j, a2j, a3j, … , aNj) 

donde N son las palabras que ya tenemos en el conjunto de entrenamiento.  

 

3.1.2 Reducción de dimensiones 

El vector creado debe contener sólo las palabras que aportan más información a 

los textos, con el objetivo de que el clasificador sea los más eficiente posible. Esto es 

determinante para calcular el grado de calidad del clasificador. Es necesario seleccionar 

las palabras clave que aporten sentimiento al texto y descartar aquellas otras que no 

contribuyen a distinguir entre diferentes textos. Realizando un proceso de reducción de 

dimensión de los textos se obtiene un conjunto reducido de términos, con lo que se 

evita un entrenamiento demasiado exhaustivo (overfitting) durante el aprendizaje del 

clasificador y aumenta su eficacia. 

Esta elección de términos de interés se realiza desechando las palabras que sólo 

están presentes de manera esporádica en el corpus y aquellas otras que se encuentran 

asiduamente. La razón de esto es que, si un término aparece muy poco en el corpus, es 

probable que se trate de algo excepcional que disminuye la efectividad del clasificador, 

y lo mismo si se trata de una palabra demasiado presente, como los artículos o las 

conjunciones: es algo demasiado general para que pueda servir para realizar la 

clasificación. Los caracteres especiales, signos de puntuación y números también son 

descartados, al igual que aquellas palabras cuyo número de apariciones sea menor que 

un cierto umbral. Todas estas palabras son consideradas palabras vacías (stopwords). 
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Según las palabras resultantes tras la reducción de las dimensiones de los textos, 

se pueden distinguir dos opciones diferentes. 

La primera de estas opciones es la selección de términos, en la que el conjunto 

de palabras resultantes N’ se considera un subconjunto del conjunto inicial N. Para 

poder aplicar el análisis de la repetición de los términos es necesario normalizar estos 

términos, para que el recuento de las veces que aparecen sea correcto. Para ello, 

debemos considerar los términos que derivan del mismo lema, por lo que tendrán un 

significado semántico similar. Debido a las flexiones de las palabras derivadas, como la 

alteración de las mismas según el género o el número, es necesario agrupar todas estas 

variantes bajo un único lema. Si esto no se realizase de manera adecuada el cálculo de 

la frecuencia de los términos no se realizaría correctamente. Esta operación de agrupar 

las palabras según su lema se denomina stemming y es utilizada para reducir las 

dimensiones de los vectores que representan a cada texto. 

La segunda opción para reducir las dimensiones de los vectores que representan 

a cada texto es la extracción de términos. En ella, el conjunto de palabras resultantes N’ 

consta de nuevos términos, por lo que no es un subconjunto de N. Debido a fenómenos 

del lenguaje como la homonimia (coincidencia entre la forma escrita o hablada de dos 

palabras con distinto significado), la polisemia (una palabra puede tener varios 

significados) o la sinonimia (relación entre el significado de dos o más palabras) es 

necesario extraer nuevos términos a partir de los que había en el vector original , ya que 

éstos pueden no ser adecuados para su representación. Los métodos que aplican 

extracción de términos deben aclarar la manera en la que se extraen las palabras nuevas 

a partir de las antiguas y la manera en la que se convierte el vector original en uno vector 

nuevo con nuevas palabras basadas en las antiguas. 
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3.1.3 Asignación de pesos 

Como se está aplicando el modelo de espacio vectorial, los textos son modelados 

como vectores del tipo:  

dj = ( a1j, a2j, a3j, … , aNj) 

donde cada componente del vector aij es un valor numérico que determina el 

grado de importancia de la palabra i en el texto j. Existen varias opciones para fijar el 

peso de los términos que componen un texto. 

La primera es la representación binaria. Esta técnica indica en cada posición del 

vector si la palabra correspondiente a esa posición aparece (valor=1) o no aparece 

(valor=0). 

Otra técnica para fijar el peso de los términos es la utilización de la frecuencia de 

las palabras. Cada término tiene asignado un grado de relevancia en el texto 

directamente proporcional a la cantidad de ocasiones que se encuentra en el mismo. El 

peso de los términos dado por el factor de la frecuencia de términos (Term Frequency, 

TF) será: 

aij =TF( ti ,dj ) 

donde TF(t,d) indica la frecuencia del término t en el documento d. 

También se puede utilizar para fijar el peso de los términos la frecuencia inversa 

del documento (Inverse Document Frequency, IDF). Esta técnica se basa en que la 

importancia de los términos que se encuentran en una gran cantidad de textos es 

mínima y, por ello, deben ser eliminadas del vector que representa a los textos. Por 

tanto, las palabras que tienen una menor presencia en los textos serán las más 

relevantes. 

La importancia de una palabra es, como se ha comentado, inversamente 

proporcional a la cantidad de textos en donde aparece. El coeficiente de la frecuencia 

inversa del documento IDF viene dado por: 
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IDF( ti ) = 𝑙𝑜𝑔(
𝑁

𝑓(𝑡𝑖)
) 

donde N es el número total de textos y f(ti) es el número de textos que contienen 

el término t. De esta forma se asignan pesos más altos a aquellas palabras que son poco 

frecuentes en los textos y que tendrán más importancia, y se asignarán pesos más bajos 

a las palabras más comunes.58 

Si se combinan las dos técnicas anteriores, TF-IDF, utilizando: 

aij = TF( ti,dj ) ∙ IDF(ti) 

se obtendrán mejores prestaciones. De la expresión anterior se puede deducir 

que, cuanta más presencia tenga una palabra en un documento, más importancia tendrá 

su contenido, y que cuantos más documentos contengan esta palabra, tendrá un poder 

menos discriminante para el procedimiento de clasificación. El orden en el que la palabra 

aparece en el documento no se tiene en cuenta, solamente se calcula la importancia de 

una palabra en función de su frecuencia de aparición en los textos. 

Se debería normalizar la expresión anterior para que los pesos sólo tengan un 

valor entre 0 y 1 y para que la longitud de todos los vectores sea la misma. 

aij = 
𝑇𝐹( 𝑡𝑖,𝑑𝑗 ) ∙ 𝐼𝐷𝐹(𝑡𝑖)

√∑𝑁
𝑘=1 (𝑇𝐹( 𝑡𝑘,𝑑𝑗 ) ∙ 𝐼𝐷𝐹(𝑡𝑘))2

 

3.1.4 Entrenamiento 

Como se ha comentado anteriormente, es necesario un conjunto de 

entrenamiento de textos que se componga de un número apropiado de textos 

previamente clasificado. Una vez que se transforman estos textos y puedan ser tratados 

por el algoritmo de aprendizaje, entrenarán al sistema, decidiendo la categoría en la que 

se clasificarán los nuevos textos a clasificar. 

                                                           
58 Martín García, M., (2009). “Sistemas de clasificación automática de críticas de cine”. Universidad 
Carlos III de Madrid. 
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3.1.5 Clasificación 

Un sistema de clasificación automática de textos consta de un conjunto de 

algoritmos y técnicas capaces de asignar un texto a una categoría según, por ejemplo, el 

tema que tratan.59 

Cuando se obtiene una representación válida de los textos del conjunto de 

entrenamiento, se puede aplicar uno de los métodos vistos de clasificación automática 

para clasificar nuevos textos. 

  Como ya se ha explicado, existen dos formas de clasificación automática: 

clasificación supervisada y la clasificación no supervisada. En la clasificación supervisada 

se asigna una categoría a un texto entre una serie de categorías determinadas 

previamente de manera manual. Por otro lado, en la clasificación no supervisada los 

textos se agrupan según su tema, sin apoyo manual ni categorías definidas a priori. 

4. Herramientas de clasificación automática 
 

Una vez seleccionado el algoritmo de clasificación a utilizar, es necesario 

implementar las distintas fases del proceso de clasificación valiéndose de determinadas 

herramientas. La primera fase de este proceso es, como se ha comentado en el apartado 

anterior, la conversión de los tweets a un formato comprensible para la herramienta de 

clasificación que se va a utilizar. A continuación, el entrenamiento del sistema permitirá 

obtener las distintas categorías gracias a un conjunto de tweets previamente 

clasificados, el modelo de entrenamiento. Una vez se disponga del modelo el sistema 

será capaz de detectar la categoría de cada uno de los tweets a clasificar. Es necesario 

realizar una evaluación de la clasificación resultante para evaluar su calidad. 

Al igual que con las herramientas para el procesamiento del lenguaje de los 

documentos, la herramienta proporcionada por Apache es las más indicada para la 

                                                           
59 Martín García, M., (2009). “Sistemas de clasificación automática de críticas de cine”. Universidad 
Carlos III de Madrid. 
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clasificación automática. Esta herramienta se llama Apache Mahout y a continuación se 

presentan sus características principales. 

 

4.1 Mahout 
 

Apache Mahout es una máquina de aprendizaje que construye bibliotecas 

escalables de aprendizaje automático. Mahout resuelve problemas de clustering, de 

filtrado colaborativo y de clasificación de grandes cantidades de datos. Por tanto, 

Mahout es una herramienta conveniente para realizar las distintas fases de la 

clasificación de tweets. 

El primer paso es crear el modelo que servirá para clasificar los tweets. La 

siguiente imagen muestra los distintos pasos para obtenerlo: 

 

Figura 8. Fases de Mahout 

Los datos de entrada (Raw data) a los algoritmos de clasificación deben estar en 

forma de vector, por lo que se almacenan en un solo registro con campos idénticos, 

pudiendo ser categóricos, continuos, palabras o un texto simple. Posteriormente, se 

obtendrán los tokens con NLTK, y se realizarán la codificación y la clasificación con 
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Mahout. Los vectores de codificación se dividen en tres clases, según el algoritmo 

utilizado:60 

- Algoritmos que utilizan un vector celda por palabra, categoría o variable 

continua: este algoritmo tiene la ventaja de que evita las colisiones, pero 

requiere un paso para asignar las celdas y otro paso de fijación de valores. 

- Algoritmos que representan un vector como un conjunto de palabras: este 

algoritmo tampoco implica colisiones y se realiza en un paso, pero presenta 

algunas dificultades como la de utilizar el álgebra lineal y representar valores 

continuos. Un ejemplo de este tipo de algoritmos sería el de Naïve Bayes. 

-  Funciones de hashing: las dimensiones del vector se establecen y se hace de 

una vez, pero presenta colisiones. Los algoritmos de regresión lineal o el 

algoritmo Stochastic Gradient Descent (SGD) son un ejemplo de algoritmos que 

utilizan funciones de hashing. 

El siguiente paso es realizar la clasificación. A la hora de elegir el algoritmo a 

utilizar para ello hay que tener en cuenta el coste del entrenamiento y el tamaño del 

conjunto de datos a analizar. Para modelos pequeños-medianos Mahout utiliza el 

algoritmo SGD, de comportamiento similar al algoritmo Support Vector Machine (SVM) 

analizado anteriormente, pero apropiado para conjuntos de datos pequeños. SGD 

presenta una ejecución lineal, secuencial e incremental y utiliza todo tipo de variables 

predictivas, presentando una gran eficiencia con los modelos de entrenamiento 

apropiados. 

Para modelos medianos-grandes se utilizan SVM y Naïve-Bayes. El primero 

presenta una ejecución secuencial, pero se encuentra aún en fase experimental. Por 

otro lado, Naïve-Bayes se ejecuta en paralelo y presenta una gran eficiencia cuando el 

conjunto de datos es muy grande para SGD y SVM. 

                                                           
60 Vergara García, P.M. (2014), Selección y evaluación de algoritmos para clasificación de documentos”. 
Universidad de Oviedo. 
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Debido a la gran cantidad de datos que supone una clasificación de tweets como 

la que se está estudiando en el presente documento, lo más apropiado sería utilizar el 

algoritmo de Naïve Bayes. 

Para la evaluación de la clasificación que se ha realizado se tienen en cuenta 

diferentes variables: 

- La curva ROC es una gráfica que resume la información de clasificación. El área 

bajo la curva ROC (AUC) es una superficie de un área de lado 1, muy útil en la 

evaluación de modelos que producen un resultado continuo con una variable 

binaria.  

- La matriz de confusión organiza todos los casos del modelo en categorías y  

determina si el valor de predicción se corresponde con el valor real. 

- La precisión indica la dispersión de los resultados que se han obtenido de 

medidas repetidas  de la misma magnitud, “cuánto de lo que se da por bueno es 

realmente bueno”. 

- La exactitud es lo cerca que está el valor medido del valor real. 

- El log-likelihood es el valor de la función de verosimilitud en los parámetros. 

Mide en qué grado el modelo se ajusta a los datos. Sirve para medir hasta qué 

punto el modelo casa con los datos. 

- Máximo log-likelihood: se elige el modelo con mayor verosimilitud61. 

  

                                                           
61 Vergara García, P.M. (2014), Selección y evaluación de algoritmos para clasificación de documentos”. 
Universidad de Oviedo, p.27. 
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5. Resultados de algunos trabajos 
 

 A continuación se presentarán los resultados en algunos desarrollos de sistemas 

de clasificación automática según el perfil de los usuarios y según las emociones del 

texto. 

Si se quisiera realizar una clasificación de textos según perfiles de género y edad 

se debería realizar un estudio en el que se divida el género en los dos géneros posibles: 

masculino y femenino, y la edad en algunos rangos: de 10-16 años, de 20-26 años y de 

30-36 años. En primer lugar se podría realizar este estudio o en dos fases, primero 

siguiendo criterios de género y luego de edad, o en una única fase considerando todos 

los rangos simultáneamente. En el primer caso el resultado sería una división de los 

textos o tweets entre 2 (M, F) y entre 3 rangos (10, 20, 30), y en el segundo caso entre 

6 rangos diferentes (M10, F10, M20, F20, M30, F30). 

Esta diferencia obviamente afectaría a los resultados obtenidos en cada caso. 

Por otra parte, sería necesario definir el tipo de característica con que definir los 

subsiguientes perfiles a obtener, como las palabras utilizadas, el lenguaje, la morfología, 

etc. 

Los pasos que se realizarían para obtener los perfiles de lenguaje serían: 

1. Generación de un perfil por cada texto, donde la proporción de palabras 

tendría un valor asociado igual al número de veces que aparece. 

2. Unificación de los perfiles anteriores en un único perfil, de forma que se 

concatenan todos los perfiles anteriores y se obtiene un perfil con una 

característica, y se repite ésta si ya aparece en otro texto anterior. 

3. Eliminación de perfiles repetidos y suma de las veces que aparece cada perfil 

en la muestra, de forma que se puede calcular la acumulación total de valores de 

una característica. 

Este proceso clasificador, una vez revisada su veracidad, se utilizaría como base 

para cualquier proceso clasificador siguiente con K número de textos, y siguiendo 
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procesos estadísticos como los que se han nombrado más arriba (KRD, SPI, u OOP) con 

o sin recentrado RPL (si fuese con recentrado RPL habría que recentrar asimismo los 

pasos anteriores de procesamiento de datos de entrada, de generación de perfiles de 

textos, de perfiles de lenguaje y/o rangos, etc.). 

 

Figura 9. Diagrama del sistema clasificador utilizando recentrado 

En la Universidad Nacional de San Luis, Argentina, se realizó un análisis62 para 

evaluar la funcionalidad de los distintos enfoques basados en perfiles, utilizando las L 

palabras más frecuentes y las medidas que se han comentado anteriormente: KRD, SPI 

y OOP. Se utilizó un conjunto de entrenamiento para determinar el género, dividido en 

datos con género masculino y femenino, y otro para la edad, dividido en tres categorías 

de edad (10s, 20s, 30s). 

La siguiente imagen muestra la precisión obtenida con los distintos enfoques 

basados en perfiles para distintos valores de L. Como se puede observar, con KRD, SPI y 

OOP se obtienen mejores resultados que con enfoques con recentrado como RPL. 

                                                           
62 Funez, D.G., Cagnina, L.C. y Errecalde, M.L., “Determinación de género y edad en blogs en español 
mediante enfoques basados en perfil”. Universidad Nacional de San Luis. 
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Figura 10. Porcentaje de aciertos para la clasificación por género 

Además, en la determinación de edad de los autores de tweets, los perfiles sin 

recentrado también obtienen mejores valores de precisión que con recentrado para 

distintos valores de L: 

 

Figura 11. Porcentaje de aciertos para la clasificación por edades 

Los resultados a los que se llega en una clasificación edad-sexo suelen coincidir 

en que el hombre utiliza mayor número de determinantes y preposiciones, mientras que 

las mujeres utilizan mayor número de pronombres. Por otro lado, mientras que los 

hombres utilizan mayor temática profesional y tecnológica, las mujeres usan temas más 

personales y de relaciones humanas. En cuanto a la edad, abundan las contracciones 

léxicas y la ausencia de determinantes y preposiciones entre la gente más joven, 

mientras que en cuanto a los temas, los autores pertenecientes al grupo más joven 
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tratan temas de estados de ánimo, mientras que los pertenecientes al grupo intermedio 

y más adulto tratan temas de relaciones sociales y familia y trabajo respectivamente63. 

En cuanto al análisis de sentimientos, son pocas las investigaciones llevadas a 

cabo para el análisis de textos en español, siendo la mayoría estudios realizados para 

textos que han sido escritos en inglés64,65,66. Las Universidades de Sevilla67 y Jaén han 

realizado varios trabajos para el español. En la Universidad de Jaén se realizó un análisis 

sobre un corpus de 3878 críticas de cine que tenían asignadas puntuaciones del 1 al 5, 

de peor a mejor crítica, aunque no se tuvieron en cuenta las que tenían una puntuación 

igual a 3 por su carácter neutral. Para llegar a entender qué algoritmo se comportaba 

mejor se utilizaron diferentes algoritmos de clasificación, como SVM, Naïve Bayes, BBR 

(Regresión logística bayesiana) y KNN, entre otros, los cuales se han presentado 

anteriormente. De este estudio donde se extrajo que el algoritmo que mejor se 

comportaba era el BBR, un algoritmo que no había sido utilizado en estudios anteriores, 

pudiéndose aplicar técnicas similares para la clasificación de tweets según el 

sentimiento con el que los escriben los usuarios.68 

La Sociedad Española para el Procesamiento del Lenguaje Natural (SEPLN) 

convoca desde hace varios años una competición llamada TASS (Taller de Análisis de 

Sentimiento), en cuyo comité organizador está el tutor de este trabajo, para la 

elaboración del mejor algoritmo de análisis de sentimiento en textos. Para esta 

competición se establecen diversas tareas de análisis de sentimientos y se proporciona 

                                                           
63 Schler, J., Koppel, M., Argamon, S. y Pennebaker, J., “Effects of Age and Gender on Blogging”. Bar-Ilan 
University (Israel), Science Illinois Institute of Technology (USA), University of Texas (USA), p.2. 
64 Go, A., Bhayani,  R. y Huang, L., (2009). “Twitter Sentiment Classification using Distant Supervision”. 
CS224N Project Report. Stanford. 
65 O’Connor, B., Balasubramanyan, R., Routledge, B. y Smith, N., (2010). “From Tweets to Polls: Linking 
Text Sentiment to Public Opinion Time Series”. International AAAI Conference on Weblogs and Social 
Media of North America. 
66 Tumasjan, A., Sprenget, T., Sandner, P. y Welpe, I., (2010). “Predicting Elections with Twitter: What 
140 Characters Reveal about Political Sentiment”. 
67 Saleh, M., Montejo, A., Martín, M.T. y Ureña, L.A., (2009). “Prediction of Customer Ratings on a New 

Corpus for Opinion Mining”. Proceedings Working Notes for the WOMSA 2009 Workshop. Sevilla. 

68 Martínez Cámara, E., Martín Valdivia, m.t. Y Ureña, L.A., “Análisis de Sentimientos”. Universidad de 
Jaén. 
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un corpus de tweets escritos en castellano69. En este corpus, los tweets estaban 

clasificados según distintos niveles de sentimiento: los niveles N y N+, que expresan 

sentimiento negativo con distintas intensidades, P y P+, para  sentimiento positivo con 

distinta intensidad, NEU para sentimiento neutro y NONE para la ausencia de 

sentimientos. Además este corpus se facilita dividido en corpus de aprendizaje, para que 

los clasificadores desarrollados puedan ser entrenados, y en corpus de prueba, para 

evaluar los resultados obtenidos. 

El grupo de investigación ELIRF de la Universidad Politécnica de Valencia70 

desarrolló un modelo en la edición de 2015 de esta competición que clasificaba los 

tweets según las categorías correspondientes mediante diccionarios de polaridad, 

obteniendo una precisión del 72%. Este sistema estaba formado por tres etapas: 

- La primera etapa consiste en preprocesar los tweets mediante la 

tokenización, lematización y análisis morfológico y sintáctico que se han 

explicado anteriormente para, a partir de ellos, determinar el mejor conjunto 

de características para la realización de la tarea. Para ello, en este estudio se 

utilizó la herramienta Freeling71, presentada anteriormente. 

- Posteriormente, se procedió a realizar los cambios pertinentes para el 

análisis de tweets y que se han comentado anteriormente: reemplazamiento 

de los emoticonos por su categoría correspondiente, sustitución de los 

hashtags y nombres de usuario, eliminación de stopwords, etc. 

- Por último, se aplicó el algoritmo SVM, que proporciona la herramienta 

WEKA72 y en el que se profundizó antes, para el análisis de polaridad de los 

tweets. 

Con las características que mejor resultados dieron sobre el conjunto de 

entrenamiento  se construyeron nuevos modelos y se aplicaron al conjunto de test. 

                                                           
69 Villena-Román, J., Lana Serrano, S., Martínez-Cámara, E. y González-Cristóbal, J. C., (2013). “TASS - 
Workshop on Sentiment Analysis at SEPLN”, Revista de Procesamiento Del Lenguaje Natural, vol. 50. 
70 Hurtado, L.F.; Pla, F. y Buscaldi, D., (2015). “ELiRF-UPV en TASS 2015: Análisis de Sentimientos en 
Twitter”. Comunicación presentada en el TASS: Workshop on Sentiment Analysis at SEPLN. Alicante. 
71 Padró, L. y Stanilovsky, E., (2012). “FreeLing 3.0: Towards Wider Multilinguality”. Comunicación 
presentada en el “Language Resources and Evaluation Conference”. Estambul, Turquía. 
72 WEKA. The University of Waikato. [http://www.cs.waikato.ac.nz/ml/weka/] 
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El resultado de este análisis, con sólo una precisión del 72%, indica que no es 

satisfactorio para su aplicación al castellano. Sin embargo, hay una gran variedad de 

trabajos en inglés que, con las mismas técnicas, obtienen resultados de precisión mucho 

más aceptables, de hasta un 84%73. 

Otro ejemplo de trabajos realizados en esta línea son los estudios que se han 

realizado para la identificación del sentimiento de titulares de noticias en periódicos74. 

Las técnicas de análisis de sentimientos se han utilizado también para demostrar 

la importancia de los adjetivos que contiene un texto75, aplicándolas para recopilar los 

comentarios de clientes con respecto a determinadas marcas en una web destinada a 

tal fin76. 

En el entorno de la enseñanza también se han aplicado este tipo de análisis 

emocionales a través de varias herramientas. Chat-See77 permite evaluar las emociones 

de las conversaciones que tienen lugar en una plataforma de chats para estudiantes, 

mientras que SentBuk78 analiza los sentimientos de los estados de Facebook que los 

estudiantes publican en sus muros construyendo su diccionario basándose en la 

polaridad positiva y negativa de los mismos. Facebook ha sido utilizado también para 

analizar información personal con el fin de determinar la felicidad de la población 

residente en Estados Unidos, a través de la asignación de pesos emocionales a los 

estados de los perfiles de Facebook y midiendo el porcentaje de polaridad positiva y 

negativa.79 

                                                           
73 Saif, H., He, Y. y Alani, H., (2012). “Alleviating data sparsity for Twitter sentiment 
analysis”. 
74 Strapparava, C. y Mihalcea, R., (2008). "Learning to identify emotions in text”. En Proceedings of the 
2008 ACM Symposium on Applied Computing, Fortaleza, Brasil, pp. 1556-1560. 
75 Voll, K. y Taboada, M., (2007). "Not all words are created equal: Extracting semantic orientation as a 
function of adjective relevance" En Orgun, M. y Thornton, J. (Eds.), AI 2007: Advances in Artificial 
Intelligence, Springer Berlin Heidelberg, pp. 337-346. 
76 Epinions. Unbiased Reviews by Real People. [http://www.epinions.com/] 
77 Bueno, C., Rojo, J. A. y Rodríguez, P., (2011). "An Experiment on Semantic Emotional Evaluation of 
Chats". The Fifth International Conference on Advances in Semantic Processing. 
78 Martin, J. M., Ortigosa, A. y Carro, R. M., (2012). "SentBuk: Sentiment analysis for e-learning 
environments”. En Computers in Education (SIIE), International Symposium, pp. 1-6. 
79 Kramer, A. D. I., (2010). "An unobtrusive behavioral model of gross national happiness". En 
Proceedings of the SIGCHI Conference on Human Factors in Computing Systems, Atlanta, EEUU, pp. 287-
290. 
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Otro ejemplo referente a redes sociales es el de Hedonometer80, un medidor de 

la felicidad utilizado en Twitter para estudiar los temas que se tratan más positivamente 

por parte de los usuarios. Sobre Twitter se realiza también un estudio de un sistema que 

prediga el comportamiento de la taquilla de los cines en Estados Unidos. Para ello, 

correlaciona el nivel de felicidad en los tweets con la aceptación de la taquilla en la 

semana en que se estrena una película, midiendo la polaridad del texto con un 

clasificador basado en LingPipe, que se ha explicado anteriormente81. 

Por otro lado, la herramienta We Feel Fine82 es un buscador de textos 

emocionales que rastrea la web en busca de textos que contenga “I feel” o “I am feeling” 

(“Me siento”) para determinar el estado emocional de poblaciones según diferentes 

elementos como el clima, la ubicación la edad o el género83.  

 

  

                                                           
80 Dodds, P. S., Harris, K. D., Kloumann, I. M., Bliss, C. A. y Danforth, C. M., (2011). "Temporal patterns of 
happiness and information in a global social network: Hedonometrics and twitter". PLoS ONE, vol. 6, n. 
12. 
81 Asur, S. y Huberman, B. A., (2010). "Predicting the future with social media”. En Web Intelligence and 
Intelligent Agent Technology (WI-IAT). IEEE/WIC/ACM International Conference, pp. 492-499. 
82 S. D. Kamvar and J. Harris, "We feel fine and searching the emotional web," in Proceedings of the 
Fourth ACM International Conference on Web Search and Data Mining, Hong Kong, China, 2011, pp. 
117-126. 
83 Barros Kaiser, L.E., (2013). “Detección de emociones en textos y su aplicación a la categorización de 
obras y autores”. Universidad Autónoma de Madrid. 
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6. Conclusiones y Trabajos Futuros 
 

El gran crecimiento de información disponible en Twitter es un reto para el 

análisis y la recuperación de información, en el que el preprocesamiento de los datos, al 

igual que en minería de datos, es el factor principal para la obtención de buenos 

resultados. 

Como conclusión del presente trabajo se puede concretar que la sencillez de 

implementación del algoritmo k-NN hace que sea el algoritmo más eficaz para la 

implementación de un sistema de clasificación automática de textos, ya que la mayor 

dificultad del mismo consiste en determinar el valor de k más apropiado: con un valor 

demasiado grande la clasificación será realizada de acuerdo a la mayoría en lugar de al 

más parecido, y con uno demasiado pequeño la clasificación no será suficientemente 

precisa. 

Además, la consideración de elementos del lenguaje como los modificadores que 

aumentan o disminuyen el valor de las palabras presentes en un texto, las negaciones 

ocultas como la ironía o el sarcasmo o tener en cuenta factores como el orden de las 

oraciones en un texto aumentan las prestaciones de los clasificadores ya que, si no se 

incluyen en el análisis, el sentimiento que se extrae del texto puede ser totalmente 

diferente al que en realidad expresa. 

Por otro lado, se puede concretar que, para el español, el uso de palabras 

completas es más efectivo que el uso de n-gramas de caracteres. Además, la 

determinación conjunta de la edad y el género de los usuarios de Twitter es más efectiva 

que considerándolas por separado. 

Los métodos como KRD, SPI y OOP obtienen resultados competitivos a la altura 

de los que se pueden obtener con otros métodos más complejos y caros. Además, según 

aumenta el número L de palabras más frecuentes, mejores resultados se obtienen. Se 

debe encontrar un equilibrio para un número L de palabras más frecuentes a tener en 

cuenta que asegure una buena precisión en la clasificación de tweets, un bajo coste y 

evite el sobreajuste. 



82 
 

La clasificación automática de tweets según el género y la edad de los autores 

depende, más que del modelo de clasificación que se utilice, de las características del 

lenguaje que se emplean en su escritura. 

Por otro lado, Twitter, sabedor del interés que suscita la información de sus 

usuarios a quienes buscan en sus publicaciones patrones de comportamiento social para 

asegurarse políticas correctas para los intereses de sus empresas, tiene que actuar como 

equilibrador entre el fomento de este desarrollo y la protección de sus usuarios y su 

información. Para ello se han delimitado acciones que podrían ser abusivas, como por 

ejemplo realizándose las peticiones para todas las aplicaciones a través de la 

autentificación de estas con OAuth (Open Authorization, un protocolo interno que 

permite la autorización de un API de forma segura para aplicaciones móviles, de 

escritorio, etc.). 

La clasificación automática de tweets según el sentimiento de los tweets y según 

género y la edad de los autores es un campo que merece la pena ser estudiado y que 

puede ser muy útil en un futuro cercano por las grandes posibilidades que ofrece a 

empresas e instituciones públicas y privadas sobre la opinión de usuarios y ciudadanos 

hacia los servicios que éstas ofrecen. Además, en el campo de la seguridad permite 

observar las intenciones y actos delictivos. 

Como trabajo futuro es necesario plantear la necesidad de realizar estudios en 

este campo para el español, ya que la mayoría de trabajos llevados a cabo son para el 

inglés. Además, es necesario mejorar las técnicas para tratar las negaciones sutiles 

nombradas anteriormente y asegurar el buen funcionamiento de este tipo de 

clasificadores, además de que se identifique correctamente si el texto es subjetivo u 

objetivo para saber si el contenido del texto es meramente un relato de hechos o si 

contiene una opinión que condicione la clasificación del texto. 

Otro trabajo interesante de llevar a cabo sería realizar un análisis similar al aquí 

planteado, pero detectando los sentimientos en mensajes de audio de un contestador 

automático, por ejemplo en un servicio de atención al cliente, para determinar las 
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emociones expresadas en los mismos con el fin de derivar a los clientes al servicio 

correspondiente. 

  



84 
 

BIBLIOGRAFÍA 

Publicaciones 

- Agarwal, A. et Al., (2011). “Sentiment analysis of Twitter data”. En “Proceedings of the 

Workshop on Languages in Social Media”. LMS’11, Stroudsburg (PA), EEUU. 

- Alcázar Jaén, S., (2013). “Diseño e implementación de un sistema para el análisis y 

categorización en Twitter mediante técnicas de clasificación automática de textos”. 

Universidad Carlos III de Madrid. [https://e-

archivo.uc3m.es/bitstream/handle/10016/18085/PFC_Samuel_Alcazar_Jaen.pdf?sequ

ence=1]. 

- Asur, S. y Huberman, B. A., (2010). "Predicting the future with social media”. En Web 

Intelligence and Intelligent Agent Technology (WI-IAT). IEEE/WIC/ACM International 

Conference. 

- Azcarate, A., Hageloh, F., K. V. D. S y Valenti, R., (2005). “Automatic facial emotion 

recognition”. Universiteit van Amsterdam. 

- Bacan, H., Pandzic, I. S. y Gulija, D., (2005). “Automated News Item Categorization”. 

En “Pattern Recognition and Machine Intelligence”. Third International Conference, 

PReMI (2009). Nueva Delhi, India. 

- Badia, T., (2003). “Técnicas de procesamiento del lenguaje”. En Martí, M. A. (Ed.), 

“Tecnologías del lenguaje”. Editorial UOC. Barcelona. 

- Barros Kaiser, L.E., (2013). “Detección de emociones en textos y su aplicación a la 

categorización de obras y autores”. Universidad Autónoma de Madrid. 

- Bográn, A.P., Alonso Berrocal, J.L. y García de Figuerola Paniagua, L.C., (2013). 

“Análisis Léxico sobre Tweets de Twitter”. Universidad de Salamanca. 

[http://reina.usal.es/biblio/files/bogran2013analisis.pdf]. 

- Bot, R.L. (2005), “Data Mining utilizando Redes Neuronales”. Universidad de Buenos 

Aires. [http://materias.fi.uba.ar/7500/bot-tesisdegradoingenieriainformatica.pdf]. 

- Bravo Marquez, F., Mendoza, M. y Poblete, B., (2014). “Meta-level sentiment models 

for big social data analysis”, Knowledge-Based Systems, vol. 69, n. 1. 

- Bueno, C., Rojo, J. A. y Rodríguez, P., (2011). "An Experiment on Semantic Emotional 

Evaluation of Chats". The Fifth International Conference on Advances in Semantic 

Processing. 

- Colmenares, G., “Inteligencia Artificial”, cap. IV: “Máquinas de Vectores de Soporte” 

[http://webdelprofesor.ula.ve/economia/gcolmen/programa/economia/maquinas_ve

ctores_soporte.pdf] 

https://e-archivo.uc3m.es/bitstream/handle/10016/18085/PFC_Samuel_Alcazar_Jaen.pdf?sequence=1
https://e-archivo.uc3m.es/bitstream/handle/10016/18085/PFC_Samuel_Alcazar_Jaen.pdf?sequence=1
https://e-archivo.uc3m.es/bitstream/handle/10016/18085/PFC_Samuel_Alcazar_Jaen.pdf?sequence=1
http://reina.usal.es/biblio/files/bogran2013analisis.pdf
http://materias.fi.uba.ar/7500/bot-tesisdegradoingenieriainformatica.pdf
http://webdelprofesor.ula.ve/economia/gcolmen/programa/economia/maquinas_vectores_soporte.pdf
http://webdelprofesor.ula.ve/economia/gcolmen/programa/economia/maquinas_vectores_soporte.pdf


85 
 

- Dodds, P. S., Harris, K. D., Kloumann, I. M., Bliss, C. A. y Danforth, C. M., (2011). 

"Temporal patterns of happiness and information in a global social network: 

Hedonometrics and twitter". PLoS ONE, vol. 6, n. 12. 

- Ekman, P., (1994). "Strong evidence for universals in facial expressions: a reply to 

Russell's mistaken critique." Psychology Bulletin, vol. 115. 

- Figuerola, C. G., Alonso Berrocal, J. L. y Zazo Rodriguez, Á.F., (2004). “Algunas 

Técnicas de Clasificación Automática de Documentos”. Cuadernos de documentación 

multimedia, ISSN 1575-9733, Nº. 15. 

- Francisco, V., Hervás, R. y Gervás P., (2005). “Expresión de emociones en la síntesis de 

voz en contextos narrativos”. Simposio de Computación Ubicua e Inteligencia 

Ambiental. 

- Funez, D.G., Cagnina, L.C. y Errecalde, M.L., “Determinación de género y edad en 

blogs en español mediante enfoques basados en perfil”. Universidad Nacional de San 

Luis. 

[http://sedici.unlp.edu.ar/bitstream/handle/10915/31289/Documento_completo.pdf?

sequence=1] 

- García, D. y Alías, F., (2008). “Identificación de emociones a partir de texto usando 

desambiguación semántica”. Procesamiento del Lenguaje Natural, Revista n. 40. 

Universitat Ramon Llull. Barcelona.  

- Go, A., Bhayani,  R. y Huang, L., (2009). “Twitter Sentiment Classification using Distant 

Supervision”. CS224N Project Report. Stanford. 

- Güngör, T., (2010). “Part-of-speech tagging”. En Indurkhya, N. y Damerau, F. J. (Eds.), 

“Handbook of Natural Language Processing”. Roca Baton, FL: Chapman & Hall/CRC, 

Taylor & Francis. 

- Hurtado, L.F.; Pla, F. y Buscaldi, D., (2015). “ELiRF-UPV en TASS 2015: Análisis de 

Sentimientos en Twitter”. Comunicación presentada en el TASS: Workshop on 

Sentiment Analysis at SEPLN. Alicante. [http://ceur-ws.org/Vol-1397/elirf_upv.pdf] 

- Joachims, T., (1998). “Text categorization with support vector machines: learning with 

many relevant  features”. En Claire Nedellec y Celine Rouveirol (Eds.), “Proceedings of 

ECML-98”, n. 1398. Chemnitz,DE. Springer Verlag, Heidelberg, DE. 

- Kamvar, S. D. y Harris, J., (2011). "We feel fine and searching the emotional web". En 

Proceedings of the Fourth ACM International Conference on Web Search and Data 

Mining. Hong Kong, China. 

- Koppel, M., Argamon, S. y Shimoni, A.R., “Automatically Categorizing Written Texts by 

Author Gender”. Jerusalem College of Technology. 

[http://u.cs.biu.ac.il/~koppel/papers/male-female-llc-final.pdf]. 

http://sedici.unlp.edu.ar/bitstream/handle/10915/31289/Documento_completo.pdf?sequence=1
http://sedici.unlp.edu.ar/bitstream/handle/10915/31289/Documento_completo.pdf?sequence=1
http://ceur-ws.org/Vol-1397/elirf_upv.pdf
http://u.cs.biu.ac.il/~koppel/papers/male-female-llc-final.pdf


86 
 

- Kramer, A. D. I., (2010). "An unobtrusive behavioral model of gross national 

happiness". En Proceedings of the SIGCHI Conference on Human Factors in Computing 

Systems, Atlanta, EEUU. 

- Liu, H., Lieberman, H. y Selker, T., (2003). “A model of textual affect sensing using 

real-world knowledge”. En IUI ’03: Proceedings of the 8th international conference on 

Intelligent user interfaces. Nueva York, EEUU. 

- Lu, C., Hong, J. y S. Cruz Lara, (2005). “Emotion detection in textual information by 

semantic role labeling and web mining techniques”. National ChiNan University and 

Universities of Nancy. 

- Malagón Luque, C. (2003), “Clasificadores bayesianos. El algoritmo Naïve Bayes”. 

[http://www.nebrija.es/~cmalagon/inco/Apuntes/bayesian_learning.pdf]. 

- Martin, J. M., Ortigosa, A. y Carro, R. M., (2012). "SentBuk: Sentiment analysis for e-

learning environments”. En Computers in Education (SIIE), International Symposium. 

- Martín García, M., (2009). “Sistemas de clasificación automática de críticas de cine”. 

Universidad Carlos III de Madrid. [https://e-

archivo.uc3m.es/bitstream/handle/10016/5846/PFC_Miriam_Martin_Garcia.pdf] 

- Martínez Cámara, E., Martín Valdivia, m.t. Y Ureña, L.A., “Análisis de Sentimientos”. 

Universidad de Jaén. [http://timm.ujaen.es/wp-

content/uploads/2014/03/analisis_de_sentimientos.pdf]. 

- Merlo Álvarez, R., Contreras Barcena, D. y Puente Águeda, C., (2010). “Análisis de 

opiniones en Internet a partir de la red social Twitter”. Universidad Pontificia de 

Comillas. [http://www.iit.upcomillas.es/docs/IIT-11-014A.pdf]. 

- O’Connor, B., Balasubramanyan, R., Routledge, B. y Smith, N., (2010). “From Tweets 

to Polls: Linking Text Sentiment to Public Opinion Time Series”. International AAAI 

Conference on Weblogs and Social Media of North America. 

- Ortíz Soler, F. et Al (2004), “Análisis semántico en procesadores de Lenguaje”. 

Universidad de Oviedo. 

[http://di002.edv.uniovi.es/~ortin/publications/semantico.pdf]. 

- Ortony, A., Clore, G. y Collins, A., (1988). “The cognitive structure of emotions”. 

Cambridge University Press. 

- Ovesdotter, C., Roth, D. y Sproat, R., (2005). “Emotions from text: machine learning 

for textbased emotion prediction”. En Proceedings of HLT/EMNLP. Vancouver, Canadá. 

- Padró, L. y Stanilovsky, E., (2012). “FreeLing 3.0: Towards Wider Multilinguality”. 

Comunicación presentada en el “Language Resources and Evaluation Conference”. 

Estambul, Turquía. 

http://www.nebrija.es/~cmalagon/inco/Apuntes/bayesian_learning.pdf
https://e-archivo.uc3m.es/bitstream/handle/10016/5846/PFC_Miriam_Martin_Garcia.pdf
https://e-archivo.uc3m.es/bitstream/handle/10016/5846/PFC_Miriam_Martin_Garcia.pdf
http://timm.ujaen.es/wp-content/uploads/2014/03/analisis_de_sentimientos.pdf
http://timm.ujaen.es/wp-content/uploads/2014/03/analisis_de_sentimientos.pdf
http://www.iit.upcomillas.es/docs/IIT-11-014A.pdf
http://di002.edv.uniovi.es/~ortin/publications/semantico.pdf


87 
 

- Pla, F. y Hurtado, Ll.F., “Análisis de Sentimientos en Twitter”. Universitat Politècnica 

de València. [http://www.daedalus.es/TASS2013/papers/tass2013-submission14-

UPV.pdf]. 

- Read, J., (2004). “Recognising affect in text using pointwise-mutual information”. 

Univesity of Sussex. 

- Rich, E., (1994). “Inteligencia artificial”. McGraw-Hill. 

- Saif, H., He, Y. y Alani, H., (2012). “Alleviating data sparsity for Twitter sentiment 

analysis”. 

- Saleh, M., Montejo, A., Martín, M.T. y Ureña, L.A., (2009). “Prediction of Customer 

Ratings on a New Corpus for Opinion Mining”. Proceedings Working Notes for the 

WOMSA 2009 Workshop. Sevilla. 

- Schler, J., Koppel, M., Argamon, S. y Pennebaker, J., “Effects of Age and Gender on 

Blogging”. Bar-Ilan University (Israel), Science Illinois Institute of Technology (USA), 

University of Texas (USA). [http://u.cs.biu.ac.il/~koppel/papers/springsymp-blogs-

07.10.05-final.pdf]. 

- Schlosberg, H., (1952). “The Description of Facial Expressions in Terms of Two 

Dimensions”. Journal of Experimental Psychology, 44. 

- Schlosberg, H., (1954”. “Three dimensions of emotion”. Psychol. Rev., 61. 

- Sebastiani, F., (2002). “Machine Learning in Automated Text Categorization,” 

Consiglio Nazionale delle Ricerche. Italia. 

- Strapparava, C. y Mihalcea, R., (2008). "Learning to identify emotions in text”. En 

Proceedings of the 2008 ACM Symposium on Applied Computing, Fortaleza, Brasil. 

- Tumasjan, A., Sprenget, T., Sandner, P. y Welpe, I., (2010). “Predicting Elections with 

Twitter: What 140 Characters Reveal about Political Sentiment”. 

- Tumer, K. y Ghosh, J., (1995). “Order Statistics Combiners for Neural Classifiers”. 

World Congress on Neural Networks, 1995. 

- Turney, P., (2002). “Thumbs up or thumbs down? Semantic orientation applied to 

unsupervised classification of reviews”. 40th Annual Meeting of the Association for 

Computational Linguistics (ACL). Philadelphia, EEUU. 

- Turney, P. y Littman, M., (2003). “Measuring praise and criticism: Inference of 

semantic orientation from association”. ACM Trans. Inf. Syst.,21. 

- Vergara García, P.M. (2014), Selección y evaluación de algoritmos para clasificación 

de documentos”. Universidad de Oviedo. 

[http://dspace.sheol.uniovi.es/dspace/bitstream/10651/27539/1/TFM.pdf]. 

http://www.daedalus.es/TASS2013/papers/tass2013-submission14-UPV.pdf
http://www.daedalus.es/TASS2013/papers/tass2013-submission14-UPV.pdf
http://u.cs.biu.ac.il/~koppel/papers/springsymp-blogs-07.10.05-final.pdf
http://u.cs.biu.ac.il/~koppel/papers/springsymp-blogs-07.10.05-final.pdf
http://dspace.sheol.uniovi.es/dspace/bitstream/10651/27539/1/TFM.pdf


88 
 

- Vilares, D., Alonso, M.A. y Gómez-Rodríguez, C. (2013). “Una aproximación 

supervisadapara la minería de opiniones sobre tuits en español en base a 

conocimiento lingüístico”. Universidade da Coruña. 

[http://journal.sepln.org/sepln/ojs/ojs/index.php/pln/article/viewFile/4880/2895]. 

- Villena-Román, J., Lana Serrano, S., Martínez-Cámara, E. y González-Cristóbal, J. C., 

(2013). “TASS - Workshop on Sentiment Analysis at SEPLN”, Revista de Procesamiento 

Del Lenguaje Natural, vol. 50. 

[http://journal.sepln.org/sepln/ojs/ojs/index.php/pln/article/view/4657/2759] 

- Voll, K. y Taboada, M., (2007). "Not all words are created equal: Extracting semantic 

orientation as a function of adjective relevance" En Orgun, M. y Thornton, J. (Eds.), AI 

2007: Advances in Artificial Intelligence, Springer Berlin Heidelberg. 

- Zapata, C.M. y Hernández, J.C. (2007), “Analizador sintáctico de Lenguaje Natural con 

reglas editables para la generación de primitivas UML”. Universidad Nacional de 

Colombia. 

[http://www.revistas.unal.edu.co/index.php/avances/article/viewFile/9710/10240] 

 

Otras fuentes 

- Apuntes 

[http://www.nebrija.es/~cmalagon/inco/apuntes_mios/arboles_de_decision.pdf]. 

- Epinions. Unbiased Reviews by Real People. [http://www.epinions.com/]. 

- WEKA. The University of Waikato. [http://www.cs.waikato.ac.nz/ml/weka/] 

 

 

http://journal.sepln.org/sepln/ojs/ojs/index.php/pln/article/viewFile/4880/2895
http://journal.sepln.org/sepln/ojs/ojs/index.php/pln/article/view/4657/2759
http://www.revistas.unal.edu.co/index.php/avances/article/viewFile/9710/10240
http://www.nebrija.es/~cmalagon/inco/apuntes_mios/arboles_de_decision.pdf
http://www.epinions.com/
http://www.cs.waikato.ac.nz/ml/weka/

