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Resumen 
El abandono del estudiantado constituye un tema de 
preocupación en educación superior, y en especial en 
universidades en línea. En este trabajo se presenta un 
modelo de predicción, basado en algoritmos de 
aprendizaje automático, capaz de detectar de forma 
temprana estudiantado en riesgo de abandonar una 
asignatura. Para ello, el modelo analiza datos sobre el 
perfil del estudiantado, así como de su progresión y 
nivel de implicación en la asignatura, proporcionando 
una predicción diaria del riesgo de abandono. El 
modelo se integra en un sistema de alerta temprana 
capaz de realizar intervenciones orientadas a evitar el 
abandono y que ofrece diferentes cuadros de mando 
al profesorado. El sistema es configurable por el 
profesorado a nivel del contenido de las intervencio-
nes y el número de días consecutivos que el estudian-
tado es marcado en riesgo por el modelo para consi-
derarlo un abandono potencial. El sistema se ha 
probado en una asignatura de primer año del Grado 
de Ingeniería Informática en el primer semestre del 
curso académico 2020-2021.  

Abstract 
Course dropout is a challenging problem in higher 
education, especially in online universities. This 
paper presents a predictive model based on machine 
learning techniques to detect at-risk course dropout 
learners early. To this end, the model analyzes data 
from learners’ profile, performance, and course 
engagement, providing a course dropout daily predic-
tion. The model is integrated within an early warning 
system able to perform interventions oriented to 
avoid dropout. It also offers different dashboards to 
the teachers. The system is configurable by the teach-
ers to define the contents of the interventions and the 
number of consecutive days that the learners should 
be detected at-risk by the model to be considered a 
potential dropout. The system has been tested in a 
first-year undergraduate course of the Degree of 

Computer Science in the first semester of the 2020-
2021 academic year.  
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Riesgo de abandono, educación en línea, modelos de 
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1. Motivación 
El abandono del estudiantado constituye un ele-

mento de preocupación en educación superior. Los 
grados de Ingeniería Informática tampoco son ajenos 
a esta problemática [4, 7]. A pesar de la amplia litera-
tura existente, es un problema complejo que incluye 
múltiples factores [1] y que puede ser abordado desde 
diferentes perspectivas como sería el abandono de las 
asignaturas matriculadas, de un programa académico, 
o de la universidad [14]. 

Las universidades en línea registran mayores tasas 
de abandono [5, 14]. En [5] se concluye que, aunque 
las causas de abandono se centran principalmente en 
el estudiantado, el contexto institucional y de ense-
ñanza también impactan. En el caso de nuestra uni-
versidad, se han obtenido resultados similares que 
cobran más relevancia en el estudiantado novel, 
frecuentemente sin experiencia previa en educación 
en línea. En [11], el estudiantado adujo factores 
personales y familiares como los más relevantes para 
el abandono. A su vez, dichos factores se relaciona-
ban con problemas de gestión del tiempo de estudio 
agravado por el número de asignaturas matriculadas. 
Como factores pedagógicos, se incluyó la dificultad 
de las asignaturas y las actividades, así como la 
utilidad de los recursos de aprendizaje. Un estudio 
similar, efectuado desde la perspectiva del profesora-
do y disponible en [15], concluye que las razones más 
significativas para el abandono son los problemas 
relativos a la gestión del tiempo (autorregulación), así 
como una concepción errónea del estudiantado res-
pecto a la exigencia de la educación en línea.  
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Sea como fuere, el estudiantado sigue abandonan-
do. El profesorado necesita herramientas para su 
identificación temprana y disponer de mecanismos de 
intervención para poder ayudar al estudiantado antes 
de que el abandono se materialice. El desarrollo de 
modelos de predicción basados en algoritmos de 
aprendizaje automático ofrece un gran potencial para 
satisfacer dichos objetivos [8]. En [6] presentamos un 
sistema de detección capaz de detectar de forma 
temprana al estudiantado en riesgo de suspender una 
asignatura. El modelo tomaba en cuenta las califica-
ciones obtenidas en las actividades de evaluación 
continua propuestas en la asignatura. Dicho modelo 
evolucionó (véase [2]) añadiendo datos relativos al 
perfil del estudiantado, permitiendo una mejor carac-
terización de este. Sin embargo, el modelo de predic-
ción presenta una limitación principal. Si bien el 
modelo es capaz de identificar el estudiantado que 
abandona, la identificación se efectúa una vez que 
dicho abandono se ha concretado (el estudiantado ha 
abandonado y por eso no entrega las actividades de 
evaluación). En este escenario, las medidas de inter-
vención [12] llegan tarde y suelen ser ineficaces.  

Precisamente, el objetivo de este trabajo es, en 
primer lugar, presentar un modelo de predicción 
específicamente orientado a la identificación tempra-
na del estudiantado en riesgo de abandonar en una 
asignatura, el mecanismo de intervención asociado y 
los cuadros de mando del profesorado. Este modelo 
de predicción no sustituye al modelo presentado en 
[2] sino que lo complementa. En segundo lugar, se 
describe la prueba piloto realizada en una asignatura 
obligatoria de primer año del Grado de Ingeniería 
Informática de la Universitat Oberta de Catalunya 
(UOC), y los resultados obtenidos. 

El trabajo se estructura de la siguiente manera: la 
Sección 2 analiza el trabajo relacionado, mientras que 
la Sección 3 describe el sistema de detección de 
estudiantado en riesgo. La Sección 4 presenta la 
prueba piloto y la discusión se realiza en la Sección 5. 
Finalmente, las conclusiones y líneas de trabajo 
futuro se incluyen en la Sección 6. 

2. Trabajo relacionado 
La mayoría de los trabajos (véase, por ejemplo, 

[9]) que proponen modelos de predicción específica-
mente orientados a la detección de abandono se 
centran en MOOC (Massive Open Online Courses) 
debido a la baja retención. Muchos de estos modelos 
tienen una precisión cercana al 90% [13] desde la 
mitad del curso, porque disponen de conjuntos de 
datos detallados dado que todo el proceso de ense-
ñanza-aprendizaje (incluyendo la evaluación) tiene 
lugar exclusivamente en la propia plataforma. En 
general, estos modelos realizan una predicción sema-
nal para identificar el estudiantado en riesgo de 

abandono [3, 8, 10, 13]. Esta elección se basa en que 
la mayoría de las actividades de evaluación se propo-
nen sobre una base semanal. Sin embargo, al exami-
nar los conjuntos de datos, se puede observar que las 
clases están claramente desbalanceadas hacia el 
estudiantado que abandona, siendo más fácil su 
detección. También causan una cantidad no despre-
ciable de falsos positivos (estudiantado identificado 
como abandono, y que realmente completa el curso). 

En entornos de enseñanza universitaria en línea e 
híbridos el volumen y detalle de datos disponibles 
suele ser menor en comparación a los MOOC. El 
estudiantado puede estudiar al margen del sistema 
gestor de aprendizaje (o campus virtual), acceder a 
contenidos sin pasar por el aula virtual, comunicarse 
a través diferentes canales, e incluso realizar sus 
actividades con un acceso mínimo al campus y aula 
virtual. Además, cada asignatura tiene su propia 
propuesta de actividades, de diferente complejidad y 
planificación. Es decir, no necesariamente se entregan 
actividades semanalmente. Finalmente, la entrega de 
las actividades que conforman la propuesta de eva-
luación continua de la asignatura es buen indicador 
para la superación de esta [11, 15].  

Precisamente, en este trabajo definimos el estu-
diantado en riesgo de abandonar como “aquel que no 
entregará la actividad en curso”, ya que el estudianta-
do que no entrega las actividades tiende a abandonar 
la asignatura. Además, proponemos un modelo de 
predicción capaz de hacer una predicción diaria que 
se combina con una ventana de identificación (medi-
da en días) para realizar intervenciones orientadas a 
mitigar el abandono. Esta ventana se define como “el 
número de días consecutivos en que el estudiantado 
es marcado por el modelo en riesgo para considerarlo 
un abandono potencial”. Es especificada por el profe-
sorado y, al ser variable, es capaz de adaptarse a la 
complejidad y duración de cada actividad, con el 
objetivo de intentar maximizar la detección de aban-
dono y minimizar los casos incorrectos.  

 

3. Descripción del sistema 

3.1. Modelo de predicción 

El modelo de predicción de riesgo de abandono, 
denominado modelo PDAR (Profiled Dropout At-
Risk model), consta de una serie de submodelos. En 
concreto, hay un submodelo para cada día del semes-
tre. El modelo es propio de cada asignatura ya que se 
entrena únicamente con datos de esta, y dado que las 
actividades de evaluación de la asignatura tienen una 
planificación temporal, el modelo es capaz de adap-
tarse a ellas. En consecuencia, el resultado de la 
predicción de un submodelo, para un día y estudiante 
concretos, es si este entregará o no la actividad en 
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curso. Es decir, el resultado es binario: no entregará 
(1) o entregará (0).  

Las características usadas por el modelo PDAR se 
muestran en el Cuadro 1. Se derivan de diferentes 
conjuntos de datos anonimizados disponibles en un 
data mart institucional que almacena datos verifica-
dos desde el curso académico 2016-2017 acerca del 
funcionamiento de todas las asignaturas y del propio 
estudiantado, y que se actualiza diariamente. Los 
conjuntos de datos elegidos para el modelo, en esen-
cia, intentan caracterizar el estudiantado, y modelar 
su progresión y nivel de implicación en la asignatura. 
En primer lugar, se utilizan datos del perfil del estu-
diantado. En segundo lugar, el modelo toma en cuenta 
datos relativos a la matrícula del estudiantado en el 
semestre actual. En tercer lugar, se usan datos sobre 
el rendimiento en la asignatura donde se aplica el 
modelo. Finalmente, se tiene en cuenta el flujo de 
datos diario (clickstream) generado por el estudianta-
do en la asignatura (dentro del campus propio de la 
UOC y el aula virtual). 

Con relación al clickstream se destacan diversos 
aspectos. Primero, se considera un intervalo acumu-
lado que incluye los últimos siete días. Segundo, los 
datos de acceso se agregan dentro de dicho intervalo. 
En concreto, para el acceso a campus y el aula virtual, 
la agregación considera el período que va desde la 
fecha de entrega de la actividad y la última fecha de 
acceso del estudiantado. De forma similar, las accio-

nes del estudiantado en los espacios de comunicación 
del aula virtual (tablón y foro) se calculan proporcio-
nalmente a las acciones del resto de participantes de 
la asignatura. Finalmente, el uso de materiales didác-
ticos y otras herramientas (por ejemplo, tutores inteli-
gentes) se cuenta como el número de días accedidos 
dentro del intervalo acumulado. 

3.2. Entrenamiento 

Los submodelos del modelo PDAR se entrenan 
usando diferentes algoritmos de clasificación con los 
datos históricos almacenados en el data mart institu-
cional. En concreto, se usan los datos que van desde 
el primer semestre del curso 2016-2017 hasta el 
penúltimo semestre en que se quiere usar el modelo. 
Los algoritmos de clasificación utilizados son Naive 
Bayes (NB), CART Decision Tree (DT), K-Nearest 
Neighbors (KNN) y Support Vector Machine (SVM). 
Específicamente, se entrena un submodelo para cada 
día en que la actividad de evaluación está vigente. 
Cuando las actividades se solapan en el tiempo, se 
ordenan por fecha de entrega, y se establece como 
primer día de una actividad el día siguiente en que 
finaliza la anterior. Esta decisión permite disponer de 
un submodelo por día que, además, se centra en la 
próxima actividad a entregar.  

Los submodelos tienen una precisión determinada. 
En nuestro caso, se usan las siguientes métricas: 
 

 

donde TP (true positive) denota el número de estu-
diantes en riesgo correctamente identificados, TN 
(true negative) el número de estudiantes que no están 
en riesgo correctamente identificados, FP (false 
positive) el número de estudiantes que no están en 
riesgo incorrectamente identificados, y FN (false 
negative) el número de estudiantes en riesgo incorrec-
tamente identificados, y que se utilizan para evaluar 
la precisión en la detección de estudiantado en riesgo 
(TPR, true positive rate), y la precisión en la detec-
ción del estudiantado que no está en riesgo (TNR, 
true negative rate). Aunque se calculan métricas 
adicionales como serían la precisión global del mode-
lo, el F-score o el área bajo la curva (AUC), por su 
relevancia para este trabajo y por razones de espacio, 
únicamente presentaremos el TPR y TNR. 

Los submodelos entrenados se validan con los da-
tos del semestre anterior al semestre en que se pre-
tende usar el modelo, y, para cada submodelo, el 
algoritmo de clasificación con la mejor suma entre el 
TPR y TNR se selecciona como el algoritmo que se 
utilizará para generar las predicciones. Maximizar 
esta suma tiende a proporcionar la mejor estrategia 
para detectar todo tipo de estudiantado, mientras que 
la maximización de una de las dos métricas tiende a 
penalizar la descartada y, por lo tanto, una de las dos 

Característica Conjunto de datos Tipo
Nuevo en la universidad Perfil estudiante 

(Institucional) 
Binario 

Nota promedio de expediente 
(GPA) 

Perfil estudiante 
(Institucional) 

Real 

Número de asignaturas  
matriculadas en el semestre  

Matrícula  
(Semestre) 

Entero 

Número de repeticiones de la 
asignatura objetivo 

Matrícula  
(Semestre) 

Entero 

Actividad enviada Rendimiento  
(Actividad) 

Binario 

Nota de la actividad Rendimiento  
(Actividad) 

Entero 

Número de días entre el último 
acceso al campus virtual y la 
fecha de entrega de la actividad

Clickstream  
(Diario) 

Entero 

Número de días entre el último 
acceso al aula virtual y la fecha 
de entrega de la actividad 

Clickstream  
(Diario) 

Entero 

Número promedio de mensajes 
leídos por el estudiante del tablón 
del profesor respecto el total de 
mensajes leídos por los  
estudiantes matriculados  

Clickstream  
(Diario) 

Real 

Número promedio de mensajes 
leídos por el estudiante del foro 
respecto el total de mensajes 
leídos por los estudiantes matri-
culados 

Clickstream  
(Diario) 

Real 

Suma de días en que se accede a 
los materiales didácticos 

Clickstream  
(Diario) 

Entero 

Suma de días en que se accede a 
otras herramientas de aprendizaje 

Clickstream  
(Diario) 

Entero 

Cuadro 1. Características usadas en el modelo PDAR
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posibles predicciones (no entregará, entregará). 
Nótese que cada submodelo tendrá una precisión 
(TPR) diferente, y que algún día puede tener una 
precisión baja. Tras diversos análisis, se ha estableci-
do un umbral mínimo del TPR del 65% para conside-
rar que la predicción es suficientemente precisa en la 
identificación del estudiantado en riesgo para ese día. 

3.3. Ventana de identificación y 
mecanismo de intervención 

El hecho de que el modelo de predicción identifi-
que a un estudiante concreto en riesgo de no entregar 
la actividad en curso para un día determinado, no 
significa que realmente lo esté. El estudiante puede 
estar varios días sin acceder al aula virtual (e incluso 
al campus), y continuar trabajando en la asignatura 
según el tipo de actividad que deba realizar. Por esa 
razón, el profesorado (en base a su experiencia) debe 
indicar para cada actividad el número de días conse-
cutivos (o ventana de identificación) en que el estu-
diantado se debe identificar en riesgo para ser consi-
derado como tal, e iniciar intervenciones. 

El mecanismo de intervención diseñado permite el 
envío automático de mensajes al estudiantado. Se 
tiene en cuenta para cada actividad la ventana de 
identificación especificada por el profesorado para ser 
considerado en situación de riesgo, y el envío se hace 
con suficiente antelación a la entrega de la actividad 
para enmendar la situación. El profesorado diseña los 
mensajes, que tienen como objetivo posibilitar un 
asesoramiento y un seguimiento individualizado. Solo 
se envía un mensaje por actividad. 

Se pueden enviar tres tipos de mensajes. El primero 
se dirige al estudiantado que, si bien está activo en la 
asignatura (registra actividad y ha entregado activida-
des previas), se ha identificado en riesgo de aban-
dono. El segundo tipo de mensaje se orienta al estu-
diantado que no ha entregado la actividad de evalua-
ción previa, y que se identifica en riesgo de aban-
dono. Finalmente, el tercer tipo de mensaje se dirige 
al estudiantado que se identifica en riesgo de aban-
dono y no ha entregado al menos dos actividades.  

El mecanismo de intervención complementa al me-
canismo de intervención del modelo de predicción 
presentado en [2], dando apoyo tanto al estudiantado 
en riesgo de abandono como al estudiantado en riesgo 
de no superar la asignatura. La descripción de los 
tipos de mensajes que se pueden enviar y la evalua-
ción de su impacto se encuentra disponible en [12]. 

3.4. Cuadros de mando del profesorado 

El sistema de detección temprana ofrece diversos 
cuadros de mando para supervisar el modelo PDAR y 
la ventana de identificación. Respecto al modelo 
PDAR, ofrece un gráfico de la precisión de las métri-
cas TPR y TNR de los submodelos de la asignatura. 
La precisión para la asignatura en la que se efectuó la 
prueba piloto (y que describiremos en la Sección 4) 
se puede ver en la Figura 1. Esta asignatura consta de 
4 actividades de evaluación. Se puede observar que la 
precisión mejora a medida que el curso avanza con 
cierta diferencia entre la identificación entre el estu-
diantado en riesgo y el que no lo está.  

Una vez entrenado cada submodelo e iniciado el 
curso, el sistema muestra la predicción de identifica-
ción del estudiantado en riesgo. Primero, el profeso-
rado puede comprobar el porcentaje de identificación 
diaria del modelo PDAR. La Figura 2 muestra el 
resultado final para la misma asignatura en donde se 
puede ver el estudiantado identificado en riesgo (en 
rojo), sin riesgo (en verde), y el que va entregando la 
actividad (en dorado). En azul se marcan los días para 
los que no se dispone de información debido a algún 
problema técnico en el volcado de datos al data mart. 

Además de la interfaz de configuración del meca-
nismo de intervención, la edición de los mensajes y el 
control de los mensajes enviados, el profesorado 
puede analizar la evolución individual de cada estu-
diante. La Figura 3 muestra un ejemplo de la identifi-
cación de los dos tipos de riesgo del sistema (no 
superar la asignatura y abandono). Por un lado, y en 
forma de color de semáforo (verde: nivel bajo, ámbar: 
nivel intermedio, rojo: nivel alto, y negro: estudiante 
que no ha presentado la actividad) se muestra el nivel 
de riesgo de no superar la asignatura. Por otro lado, y 
en forma de mini gráfico (sparkline) se puede revisar 
la identificación diaria del riesgo de abandono me-
diante los submodelos PDAR. Los colores utilizados, 

Figura 1: Precisión de los submodelos PDAR en la
asignatura piloto. 

Figura 2: Agregación de las predicciones diarias del
modelo PDAR para una asignatura. 

210 Actas de las Jenui, vol. 7. 2022. Ponencias



en esencia, tienen significado idéntico al otro tipo de 
riesgo. El verde muestra un nivel de riesgo bajo de 
abandono, el rojo un nivel alto y el negro identifica el 
día en que se realiza una intervención en forma de 
mensaje después de pasar los días consecutivos de la 
ventana de identificación especificados por el profe-
sorado en que el estudiante es identificado en nivel de 
riesgo de abandono alto. Finalmente, el dorado mues-
tra que el estudiante ha entregado la actividad. Nótese 
que la visualización también muestra información 
relativa al perfil del estudiante tal y como se ha 
especificado en el Cuadro 1 (si es nuevo en la univer-
sidad, número de asignaturas matriculadas, número 
de veces que ha repetido la asignatura, y la nota 
promedio de su expediente académico). Nótese que 
únicamente aparece la información del estudiantado 
que firma un consentimiento para el uso de sus datos. 

Concretamente, en la Figura 3 podemos ver tres 
estudiantes. Con relación al nivel de riesgo de sus-
pender, el primer estudiante pasa por diferentes 
niveles de riesgo, pero acaba superando la asignatura. 
El segundo supera la primera actividad, pero acaba 
suspendiendo por abandono. La tercera estudiante es 
un claro ejemplo de una estudiante sin nivel de ries-
go. Nótese que estudiantado con nota idéntica para la 
actividad puede no tener el mismo nivel de riesgo 
debido a diferencias en su perfil. También se indica, 
para cada estudiante, el porcentaje de estudiantado 
con el mismo perfil que han superado la asignatura en 
el pasado (para obtener información más detallada, 
véase [2]). Respecto al nivel de riesgo de abandono, 
para el primer estudiante, se envían mensajes de 
intervención en la primera y segunda actividad, 
aunque finalmente entrega todas las actividades. El 
segundo estudiante constituye un claro caso de aban-
dono después de la primera actividad de evaluación. 
En el caso de la tercera estudiante, vemos un ejemplo 
de una estudiante que durante la primera y segunda 

actividad estudia mayormente desconectada del aula 
virtual, siendo identificada erróneamente como posi-
ble abandono.  

4. Prueba piloto 

4.1. Contexto 

El modelo PDAR y el mecanismo de intervención 
han sido probados en la asignatura de Fundamentos 
de computadores (FC). Se trata de una asignatura de 
primer año de 6 créditos ECTS del Grado de Ingenie-
ría Informática en donde el estudiantado aprende a 
analizar y sintetizar circuitos digitales, y la arquitec-
tura subyacente. El modelo de evaluación continua 
incluye tres actividades de evaluación continua 
(PEC1, PEC2 y PEC3) y una práctica (Pr). Un exa-
men complementa la evaluación continua al final del 
semestre. Es una asignatura adecuada para analizar 
porque tiene un rendimiento académico bajo (entre el 
40% y 50% sobre el número de estudiantes matricu-
lados), principalmente por abandono, compartiendo la 
problemática expuesta en [11, 15]. Aunque se puede 
aprobar sin realizar alguna de las PEC (la Pr y el 
examen son obligatorios), el profesorado sabe que el 
estudiantado que no las realiza tiene dificultades.  

El piloto tuvo lugar en el primer semestre del curso 
académico 2020-2021 en donde se matricularon 380 
estudiantes. El Comité de ética de la universidad 
aprobó el estudio. La participación fue voluntaria y 
los participantes (259 estudiantes, el 68% de los 
matriculados) firmaron un consentimiento informado.  

4.2. Precisión de la ventana de 
identificación 

Para comprobar la efectividad de la ventana de 
identificación, se ha entrenado el modelo PDAR con 
los datos históricos (anonimizados) del estudiantado 

 
Figura 3: Evolución del nivel de riesgo individualizada por estudiante en una asignatura. 
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de la asignatura, y disponibles en el data mart desde 
el semestre de otoño de 2017 hasta el semestre de 
otoño de 2019. La validación se ha efectuado con los 
datos del estudiantado del semestre de primavera de 
2020. El objetivo es comprobar el porcentaje de 
acierto de la ventana en la identificación de estudian-
tado en riesgo de abandono (estudiantado que no 
entrega la actividad en curso, de acuerdo con nuestra 
definición de abandono incluida en la Sección 2).  

En el Cuadro 2 podemos ver el resumen de la pre-
cisión. Para cada actividad, se muestra la ventana de 
identificación (medida en días) definida por el profe-
sorado (Vent.) y se incluyen las dos métricas (TPR y 
TNR). Podemos ver que el sistema tiene dificultades 
para detectar abandono en la primera actividad 
(PEC1). Al usar únicamente datos de perfil del estu-
diantado y los accesos al entorno virtual (cli-
ckstream), el modelo tiene dificultades para predecir 
el posible abandono. La precisión mejora a medida 
que evoluciona el curso, debido a la adición de los 
datos de rendimiento de las actividades ya evaluadas. 
Además, el sistema identifica más fácilmente el 
estudiantado que no está en riesgo ya que tiende a 
comportarse de forma similar cada semestre (entrega 
las actividades, supera las actividades y accede regu-
larmente al aula virtual). La precisión en todos los 
casos es superior al 70% (excepto la PEC1). Podemos 
ver un pequeño decremento de la métrica TPR para la 
Pr. La razón es porque la asignatura se puede aprobar 
únicamente superando la Pr y el examen final. Aun-
que el estudiantado, por lo general, no se decanta por 
esta opción, existen algunos casos, fallando el sistema 
de predicción. Teniendo en cuenta la dificultad de 
modelar el comportamiento de abandono del estu-
diantado, la precisión es más que aceptable.  

4.3. Efectividad del mecanismo de 
intervención 

Respecto el estudiantado que participó en la prueba 
piloto, se ha comprobado la tasa de acierto del meca-
nismo de intervención. Un sistema de detección 
temprana para ser efectivo debe enviar los mensajes 
al público objetivo. En el Cuadro 3 se pueden ver los 
resultados. En concreto se muestra, para cada activi-
dad y nivel de riesgo, el número de estudiantes (N.), y 
el porcentaje de estos que no han presentado la acti-
vidad (Abandono) y el que sí (Presentado). Con 
relación a los mensajes, se muestra el nivel de riesgo 
bajo (V) que representa el estudiantado que no recibe 
ningún mensaje con respecto al nivel de riesgo de 
abandono; el nivel alto (R) que sí recibe un mensaje 
por estar en nivel de riesgo a pesar de haber presenta-
do la actividad anterior; el nivel alto para el estudian-
tado que ya no ha presentado la actividad anterior 
(NP); y finalmente el estudiantado en nivel alto que 
no ha presentado las dos actividades anteriores (NP2).  

Se puede observar que se detecta correctamente el 
estudiantado con nivel de riesgo bajo (V) con una 
precisión superior al 75%. El estudiantado con alguna 
actividad anterior no presentada, también se detecta 
correctamente. La razón es porque, en estos casos, el 
abandono ya se ha materializado. Solo se aprecia un 
caso en la Pr y el nivel de riesgo NP, donde un estu-
diante que no había presentado la PEC3, el sistema 
falla ya que acaba presentando la práctica. Como 
resultado positivo, no atribuible únicamente al meca-
nismo de intervención, es que no todo el estudiantado 
en nivel alto (R) se materializa como abandono en las 
siguientes actividades (mensajes NP y NP2).  

Finalmente, el nivel de riesgo relevante para este 
trabajo es el de riesgo alto: el estudiantado que conti-
núa activo (R) es detectado razonablemente bien por 
el sistema, con una precisión superior al 70%. 

5. Discusión 
Los sistemas de detección temprana pueden ser una 

herramienta fundamental para ayudar al profesorado 
en su docencia, tanto en entornos en línea como en 
entornos híbridos. El único requerimiento es que se 
disponga de datos del estudiantado en formato digital, 

 Vent. TP FP TN FN TPR TNR 

PEC1 5 36 117 320 16 69,23% 73,23% 

PEC2 7 115 87 270 17 87,12% 75,63% 

PEC3 5 136 29 295 29 82,42% 91,05% 

Pr 7 156 11 279 43 78,39% 96,21% 

Cuadro 2. Precisión de la ventana de 
identificación en FC. 

 
 

NR 
PEC1 PEC2 PEC3 Pr 

N. Abandono Presentado N. Abandono Presentado N. Abandono Presentado N. Abandono Presentado

V 252 21,43% 78,57% 227 20,26% 79,74% 207 4,83% 95,17% 194 3,61% 96,39%

R 7 71,43% 28,57% 26 73,08% 26,92% 23 76,19% 23,81% 20 85,00% 15,00%

NP -- -- -- 6 100,00% 0,00% 23 100,00% 0,00% 18 94,44% 5,56%

NP2 -- -- -- -- -- -- 6 100,00% 0,00% 27 100,00% 0,00%

Cuadro 3. Tasa de acierto del riesgo de abandono respecto presentar la actividad correspondiente en FC. 
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tanto del rendimiento académico como de su progreso 
dentro de la universidad. Se puede pensar que única-
mente es factible en entornos totalmente virtuales, 
pero hoy en día todas las universidades disponen de 
plataformas de aprendizaje en línea que dan apoyo a 
la docencia presencial, tal y como se ha demostrado 
durante la situación derivada de la COVID. El desa-
rrollo de sistemas de alerta temprana se ve facilitado 
si existe una política de gestión de los datos definida 
e impulsada por la institución. 

¿Qué ventajas nos ofrecen estos sistemas de detec-
ción temprana? Sobre todo “conocer” mejor al estu-
diantado. Cuando tenemos un número muy alto de 
estudiantes en un aula (o asignatura) es muy compli-
cado saber el conocimiento que han adquirido o sus 
necesidades concretas. Se podrá tener un mejor 
conocimiento del estudiantado que se comunica más 
frecuentemente con el profesorado o después de la 
evaluación de alguna actividad, pero el estudiantado 
que no interactúa o que estudia de forma más indivi-
dual y autónoma es “invisible”. En el caso de las 
actividades, el estudiantado podrá recibir retroalimen-
tación personalizada después de su evaluación, pero 
esta retroalimentación puede llegar demasiado tarde. 

Un sistema de detección temprana puede identifi-
car los problemas del estudiantado con un margen de 
tiempo suficiente para intervenir. Cuando se intenta 
detectar el riesgo de suspender (véase [2]), los benefi-
cios son significativos, pero cuando se intenta detec-
tar el abandono como en este trabajo, los beneficios 
pueden ser aún mayores. En actividades relativamen-
te largas (dos semanas o más), el estudiantado puede 
tener diversos problemas que pueden impactar en su 
realización, de forma que el abandono se materializa 
en el momento de las entregas. Además, un porcenta-
je no despreciable del estudiantado puede percibir 
que no entregar una actividad significa perder la 
posibilidad de superar la asignatura. Por lo tanto, es 
importante supervisar (y predecir) la entrega de las 
actividades para ayudar al estudiantado.  

Los factores que impactan en el abandono en el 
caso de este trabajo (entorno en línea) son los mismos 
que han sido detectados en otros trabajos previos [4, 
7, 11]. El estudiantado novel suele tener problemas en 
el nuevo entorno de aprendizaje. Estos problemas 
muchas veces se combinan con el acceder a unos 
estudios universitarios y a un nuevo modelo de estu-
dio y/o evaluación. Hay que destacar que en este 
estudio no se han podido tener en cuenta datos socio-
económicos o de estudios previos del estudiantado, ya 
que el Comité de ética de la universidad no permite 
acceder a estos datos por considerarlos sensibles. 

A pesar de ello, se ha comprobado que los datos 
que impactan más en el abandono son el rendimiento 
en la asignatura y el nivel de implicación del estu-
diantado (accesos al entorno virtual). Por esta razón 
este estudio ha trabajado la intervención durante la 

realización de las actividades, intentando impactar en 
la decisión del estudiantado de completar la actividad 
en curso, de continuar en la asignatura, y que el 
estudiantado perciba una sensibilidad y una actitud 
proactiva por parte del profesorado sobre los proble-
mas potenciales que pueda tener. El hecho de realizar 
estas intervenciones ha podido afectar al abandono 
global de la asignatura que se redujo del 41,7% del 
semestre anterior al 37,8%. 

La valoración por parte del estudiantado de los 
mensajes enviados por el mecanismo de intervención 
ha sido muy positiva, aunque no tenemos un estudio 
completo de los mismos. Un porcentaje muy elevado 
agradece la preocupación del profesorado, sobre todo 
en el caso de estudiantado novel.  En otros casos, se 
aprovecha su recepción para iniciar una conversación 
con el profesorado sobre alguna duda relacionada con 
la evaluación, la actividad o los contenidos. También 
hemos observado que, en el caso de los mensajes 
relacionados con el nivel de riesgo NP o NP2 (estu-
diantado que ya no había presentado alguna actividad 
previa), el estudiantado tiende a disculparse o expli-
car la razón del abandono. No se ha recibido ningún 
mensaje negativo, seguramente debido a que la parti-
cipación en el piloto era voluntaria. 

Sobre la precisión del modelo PDAR, la agrega-
ción de datos de clickstream tiene en cuenta un perío-
do de siete días. Aunque se podría tomar un intervalo 
más amplio (por ejemplo, acumular todos los días 
desde el inicio de la actividad o incluso el semestre), 
diferentes análisis arrojaron como resultado que 
intervalos más amplios impactaron negativamente en 
el estudiantado que empezó más tarde el curso, o en 
el estudiantado que no accedió al aula virtual durante 
algún período, generando falsos positivos (recuérdese 
que el estudiantado puede realizar parte de sus activi-
dades sin acceder al campus y aula virtual). En defini-
tiva, se trata de datos sujetos a una alta variabilidad. 

Las limitaciones de nuestro trabajo son principal-
mente tres. Primero, en términos de validez interna, el 
sesgo de autoselección. Es el estudiantado más com-
prometido el que tiende a participar, y suelen registrar 
tasas de abandono bajas. Segundo, la ventana de 
identificación en cada actividad es propuesta por el 
profesorado y, en consecuencia, puede estar sujeta a 
errores de apreciación. Tercero, y a pesar de la reduc-
ción del abandono en el piloto, no se ha analizado en 
profundidad el impacto del modelo PDAR en el 
abandono de la asignatura debido a la situación 
derivada de la COVID. La situación excepcional 
vivida (más tiempo de estudio y evaluación final no 
presencial) hace difícil extraer conclusiones fiables. 

6. Conclusiones y trabajo futuro 
Nuestro trabajo pone de manifiesto el potencial de 

la minería de datos educativos para extraer informa-
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ción relevante para mejorar el proceso de enseñanza-
aprendizaje. Aunque la experiencia se centra en una 
universidad en línea, esta puede ser de utilidad para 
otras universidades, dado que actualmente todas 
incorporan plataformas de aprendizaje en línea.  

El modelo PDAR presenta dos características dis-
tintivas respecto trabajos previos. Primero, la identifi-
cación es en tiempo real al proporcionar una predic-
ción diaria del riesgo. Segundo, la ventana de identi-
ficación especificada por el profesorado permite que 
el modelo sea capaz de adaptarse a las características 
de las actividades. El piloto muestra la efectividad del 
modelo PDAR y del mecanismo de intervención. 

Como trabajo futuro se diseñará un mecanismo au-
tomático de cálculo de la ventana de identificación 
para cada actividad, a ser validada por el profesorado 
ya que puede estar sujeta a errores de apreciación. 
También se estudiará el impacto del modelo en las 
tasas de abandono, así como el análisis de utilidad 
percibida del sistema por parte del profesorado y la 
mejora del mecanismo de intervención.  
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