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Resumen

Con los avances tecnológicos también se ha generado un crecimiento masivo en la cantidad y

variedad de datos, esto nos brinda la oportunidad de tener una comprensión más profunda

pero también introduce grandes desafíos estadísticos. Esto ha llevado a que se generen

nuevas líneas de investigación que combinan los métodos estadísticos con los desarrollos en

informática, y así implementar nuevas herramientas que permitan modelar y comprender

conjuntos de datos complejos.

Los métodos de ordenación y reducción de la dimensionalidad son utilizados con frecuencia

porque permiten simplificar los análisis con la mínima pérdida de información. En este

contexto, los métodos biplot son una variedad de técnicas multivariantes que permiten

reducir y visualizar de forma simultánea la información de un conjunto de datos, y han

contribuido al avance de la ciencia por más de cinco décadas. Los aportes realizados en los

métodos biplot han permitido que las técnicas puedan ser aplicadas en diferentes áreas del

conocimiento, facilitando la toma de decisiones.

Inicialmente el biplot fue propuesto como una extensión del análisis de componentes

principales basado en la descomposición en valores singulares y luego fue extendido para

visualizar los resultados de otros métodos. Uno de estos se denomina biplot logístico,

que es un tipo de biplot lineal para datos binarios que permite modelar la relación entre

las variables observadas y las dimensiones del biplot a través de una curva de respuesta

logística.

Este trabajo presenta contribuciones para los casos donde la matriz de información es binaria,

proponiendo métodos que faciliten el análisis para grandes volúmenes de información,

haciendo un aporte novedoso al combinar el biplot logístico con los métodos de optimización



aplicados en el contexto de machine learning y utilizando los desarrollos informáticos

disponibles en la actualidad.

En este proyecto se investiga y se propone una metodología basada en validación cruzada

que es adaptada para el biplot logístico, con el fin de contar con un método que permita

identificar el número de dimensiones que son apropiadas para ajustar el modelo. De este

procedimiento se obtiene un error de entrenamiento y un error de validación que pueden ser

ilustrados en una gráfica y así visualizar el valor apropiado para el número de dimensiones

que debe ser elegido.

De otra parte, con el fin de contribuir al proceso de análisis multivariante para matrices de

datos binarias de tipo big data, se incorporan nuevas formulaciones que permiten obtener

funciones de pérdida adecuadas para ajustar el biplot logístico cuando se tiene un alto

volumen de datos. Para ello se realizan diferentes desarrollos teóricos que son postulados

y demostrados en algunos teoremas. A partir de las funciones que permiten sustituir el

problema de optimización por otro más simple, se realiza el desarrollo teórico para adaptar

diferentes algoritmos que permiten estimar los parámetros del modelo. Asimismo, se explora

un enfoque a partir de algoritmos basados en el gradiente conjugado. Para comparar el

rendimiento de los algoritmos se usa un procedimiento de simulación que permite medir

la capacidad que tienen los diferentes métodos para identificar el número de dimensiones

del modelo y la habilidad que tienen para recuperar la matriz canónica de parámetros en

escenarios con matrices balanceadas y en otros donde la matriz de datos está desequilibrada.

Partiendo de que la matriz de datos binaria puede estar incompleta, se incorpora una

metodología que permite dar un tratamiento a los datos faltantes. Esta se desarrolla desde

una nueva perspectiva que está basada en el método de proyección de datos propuesto por

Pearson para un análisis de componentes principales. En este trabajo se realiza el desarrollo

teórico que permite llegar a un problema de minimización y un algoritmo apropiado

para obtener una solución al problema, con la ventaja de que las entradas faltantes en

la matriz binaria también se van optimizando mientras se realiza el ajuste del modelo.

Este enfoque además permite obtener la matriz de marcadores fila como una función de

los marcadores columna, permitiendo la proyección de filas suplementarias sin tener que

realizar nuevamente el proceso de optimización.
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Con el fin de ilustrar su uso práctico y la interpretación de los resultados, los métodos pro-

puestos son aplicados usando conjuntos de datos reales en diferentes contextos. Finalmente,

para dar un soporte práctico a los investigadores de las diferentes áreas del conocimiento, los

métodos propuestos y desarrollados teóricamente, son puestos a disposición en un paquete

escrito en lenguaje R, denominado BiplotML, el cual cuenta con toda la documentación de

ayuda y puede ser instalado desde el repositorio de CRAN.
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Notación

n Número de filas de la matriz X

p Número de columnas de la matriz X

rank(X) = r Rango de la matriz X

k Número de dimensiones

α Velocidad de aprendizaje

δj Umbral para aplicar la regla de clasificación para la variable j

C Valor constante

D Grado de desequilibrio de una matriz binaria

M Número de pliegues o segmentos en el proceso de validación cruzada

R Número de réplicas

dl Dirección de actualización del gradiente en el paso l

G(θ) Factor de normalización logaritmico para una distibución p(xi, θ)

π(·) Inversa de la función de enlace logística

xi ∈ Rp Vector números reales de longitud p

xi ∈ {0, 1}p Vector binario de unos y ceros de longitud p

bj ∈ Rk marcadores para la i-ésima columna

ai ∈ Rp marcadores para la i-ésima fila

µ Vector de desplazamiento en el modelo de biplot logístico

1n Vector de unos de tamaño n × 1

X = (x1, . . . , xn)T Matriz de datos conformada por n vectores xi, i = 1, . . . , n

I Matriz identidad

U Matriz formada por los vectores singulares izquierdos de X
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V Matriz formada por los vectores singulares derechos de X

Λ matriz diagonal p-dimensional de los valores singulares de X

A Matriz de marcadores fila

B Matriz de marcadores columna

Θ Matriz canónica de parámetros

Π = π(Θ) Matriz de probabilidades esperada

E Matriz con los errores de aproximación

H Matriz Hessiana

S Matriz de similaridades entre filas

∆2 Matriz de cuadrados de las distancias

W Matriz binaria que codifica las entradas faltantes, donde wij = 1 si

xij es conocido y wij = 0 en otro caso

∥x∥ =
√

xT x Norma de un vector x

∥X∥2
F = tr

(
XT X

)
Norma de Frobenius de una matriz X al cuadrado

tr(X) Traza de una matriz X

Vec(X) Operador de vectorización para una matriz X

DX Matriz diagonal que contiene los elementos de Vec(X)

⊙ Producto de Hadamard
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Abreviaturas

AF Análisis Factorial

BCRA Carcioma Invasivo de Mama

BCV Validación Bi-Cruzada

CNA Copia del Número de Alteraciones

cv error Error de validación cruzada

ELB Biplot Logístico Externo

FN Cantidad de Falsos Negativos

FP Cantidad de Falsos Positivos

IRT Teoría de Respuesta al Ítem

LB Biplot Logístico

LTA Análisis de Rasgos Latentes

LUAD Adenocarcinoma de Pulmón

MM Mayorización y Minimización

PCA Análisis de Componentes Principales

PCoA Análisis de Coordenadas Principales

RMSE Error Cuadrático Medio Relativo

SKCM Melanoma Cutáneo de Piel

SVD Descomposición de Valores Singulares

TEE Tasa de Error Equilibrada

TPE Tasa de Precisión Equilibrada

VN Cantidad de Verdaderos Negativos

VP Cantidad de verdaderos Positivos
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Introducción

En los últimos años se ha producido un aumento de los datos de alta dimensión en diversas

áreas del conocimiento. En estos casos, las técnicas multivariantes son especialmente

útiles para capturar las estructuras subyacentes que permiten comprender las asociaciones

presentes en los datos.

Los métodos biplot permiten visualizar una matriz de datos X = (x1, . . . , xn)T , con xi ∈ Rp,

i = 1, . . . , n, a partir de un sistema de coordenadas fila y columna Gower y col. (2011), el

término biplot fue introducido por Gabriel (1971) en el contexto del análisis de componentes

principales (PCA) para representar las variables a través de vectores dirigidos sobre el plano

de coordenadas, desde entonces varias investigaciones han mostrado las ventajas del uso de la

técnica y se ha implementado para visualizar los resultados de otras técnicas multivariantes

como el escalamiento multidimensional, análisis de correspondencias, modelos lineales

generalizados, HJ-Biplot, entre otras (Galindo Villardón, 1986; Gower y Hand, 1995; Gower

y col., 2011; Greenacre y Blasius, 2006; Hernández-Sánchez y Vicente-Villardón, 2017).

Asumiendo que las variables están centradas y que rank(X) = r, de acuerdo con (Eckart

y Young, 1936) las coordenadas del biplot se pueden calcular usando la descomposición de

valores singulares (SVD), X = UΛVT donde U = [u1, . . . , ur] y V = [v1, . . . , vr] son las

matrices formadas por los vectores singulares por izquierda y por derecha de la matriz X; Λ

es la matriz diagonal p-dimensional formada por los valores singulares ordenados de forma

decreciente λ1 ≥ . . . ≥ λr > 0. Con lo cual es posible aproximar la matriz X = ABT + E

donde E es la matriz que contiene los errores de la aproximación. Para un entero k ≤ r,

se obtiene la aproximación de rango k más cercana a X como X̂ = U(k)Λ(k)VT
(k) = ABT ,

donde A = U(k)Λγ
(k) y B = VΛ(1−γ)

(k) , 0 ≤ γ ≤ 1; así, X̂ minimiza la norma de Frobenius
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definida como ∥∥∥X − X̂
∥∥∥2

F
=

n∑
i=1

∥xi − (ai1b1 + . . . + aikbk)∥2 . (1)

De esta manera, la matriz X puede ser representada por marcadores a1, . . . , an para las

filas y b1, . . . , br para las columnas, donde el ij-ésimo elemento de la matriz denotado

xij es aproximado por el producto escalar aT
i bj y el espacio natural de parámetros está

determinado por Θ = ABT .

Las elecciones más usuales para γ son los valores 0, 1 y 1
2 . Cuando γ = 1 los marcadores

de las filas son las coordenadas sobre las componentes principales y el biplot se denomina

JK-Biplot. Si γ = 0 los marcadores de las filas son las coordenadas sobre las componentes

principales estandarizadas, mientras que los marcadores de las columnas son las saturaciones

de la matriz factorial en un Análisis Factorial cuando se usa una solución de Componentes

Principales, a este biplot se denomina GH-Biplot. Si γ = 1/2 se obtiene un biplot simétrico

que no puede relacionarse específicamente con las técnicas conocidas. La elección de γ no

afecta la aproximación de los elementos de la matriz inicial y su elección se basa en el

interés que se tenga sobre los análisis de los individuos (filas) o de las variables (columnas).

Una representación gráfica de la matriz X, que permite que ambos marcadores puedan ser

superpuestos en un mismo sistema de referencia con máxima calidad de representación fue

propuesto en Galindo Villardón (1986) y, Galindo y Cuadras (1986) denominado HJ-Biplot.

Con el propósito de visualizar los productos escalares, que representan la aproximación de

los elementos de la matriz de datos, xij ≈ aT
i bj. Gower y Hand (1995) usan el hecho de

que el producto escalar aT
i bj es una constante para todos los puntos sobre la línea que

proyecta ai sobre bj y proponen que las variables se representen usando ejes calibrados

para que la proyección ortogonal de un punto fila sobre estos ejes aproxime el valor en la

matriz de datos, y de esta forma la lectura sea similar a la que se realiza en los diagramas

de dispersión.

La geometría de los biplot para subespacios lineales se describe en Gower y Hand (1995) y,

Gower y col. (2011), mientras que Vicente-Villardon y col. (2006) presentan y desarrollan

la geometría para el biplot de regresión. Suponga que en un biplot con k = 2 dimensiones

se quiere encontrar la dirección βj en el espacio L generado por las dos columnas de A, de

manera que las proyecciones de los marcadores de A sobre esa dirección generen la mejor
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predicción de los valores de la variable j, xj ≈ Aβj, donde la dirección está determinada

por los marcadores de la j-ésima columna.

La Figura 1 ilustra la geometría para un biplot en un espacio de dos dimensiones, donde H

es el plano que se obtiene al agregar una tercera dimensión para la variable j. El conjunto

de puntos de este plano que predicen un valor fijo para xj están dados por la línea recta

que resulta de la intersección entre el plano H y el plano paralelo a L que pasa por el valor

fijo. De esta forma, valores distintos se asocian con líneas paralelas diferentes en el plano

H. Al considerar la recta ξj como aquella que es ortogonal a todas las líneas paralelas,

esta define el eje de referencia que se usa para la predicción. Asimismo, se observa que

los puntos de L que predicen distintos valores también están en líneas rectas paralelas; la

proyección de ξj sobre L es perpendicular a dichas rectas, generando el eje biplot con la

dirección del vector βj (Vicente-Villardon y col., 2006).

Figura 1: Geometría del biplot lineal. Tomado de Vicente-Villardon y col. (2006).

Para encontrar los marcadores sobre el eje biplot, βj = (bj1, bj2), que predice un valor

fijo ζ en la variable j, Vicente-Villardon y col. (2006) muestran que la solución para las

coordenadas en las dos primeras dimensiones, (d1, d2), es:

d1 = (ζ − bj0) bj1

b2
j1 + b2

j2
y d2 = (ζ − bj0) bj2

b2
j1 + b2

j2
. (2)

La bondad de ajuste se mide mediante los coeficientes de determinación calculados para las

regresiones y pueden ser interpretados como la medida de calidad de la representación para
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las variables. Estos métodos han sido muy utilizados para visualizar una matriz de datos o

para encontrar las asociaciones presentes en dicha matriz y siguen siendo muy populares

en diferentes contextos (Amor-Esteban y col., 2019; González-García y col., 2020; Groenen

y col., 2015; Ijurko y col., 2022; Kendal, Sayar y col., 2016; Scrucca, 2014; Vicente-Villardon

y Vicente-Gonzalez, 2021).

Con frecuencia se puede encontrar que la matriz de datos está compuesta por datos de

una naturaleza que no son continuos, como recuentos, categóricos o valores binarios; en

estos casos los métodos clásicos no suelen ser apropiados. Por ejemplo, para el caso binario

en la medición de branding se parte de unos atributos que el consumidor considera que

una marca puede o no tener y a partir de esto calcular el brand equity Keller (2008); en la

evaluación de impacto de políticas públicas, algunas veces las respuestas suelen ser binarias

para identificar si los beneficiarios tienen o no algunas características, o para identificar

si algunas condiciones económicas o sociales cambiaron con respecto a una línea de base

(Moerbeek y Maas, 2005; Moerbeek y col., 2001; Murray y col., 2004). Asimismo, en la

investigación biológica y en particular en el análisis alteraciones genéticas y epigenéticas

la cantidad de datos binarios es cada vez más grande Iorio y col. (2016). Por lo tanto,

generalizar el biplot clásico para datos en escala real a datos de otros tipos es de gran

interés.

Para el caso en que la matriz de datos es binaria se han estudiado diferentes técnicas y

enfoques. El PCA logístico es la extensión del método clásico de componentes principales

para datos binarios y fue estudiado por Schein y col. (2003), usando una distribución de

probabilidad Bernoulli, donde se usa un método de mínimos cuadrados alternos para estimar

los parámetros del modelo. De Leeuw (2006) propone un PCA para datos binarios y para

estimar los parámetros del modelo utiliza un algoritmo en dos pasos, uno de mayorización y

otro de minización, conocido como método MM, que itera una secuencia de descomposiciones

de valores singulares ponderados o no ponderados. Posteriormente, Lee y col. (2010)

introducen regularización en los vectores de carga y estiman los parámetros utilizando

un algoritmo iterativo de mínimos cuadrados ponderados, pero computacionalmente, el

algoritmo es demasiado exigente para ser útil cuando la dimensión de los datos es muy

alta. Para resolver este problema, Lee y Huang (2013) proponen un algoritmo que combina

un algoritmo de descenso coordinado con una mayorización y así reducir el esfuerzo
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computacional. Recientemente, Landgraf y Lee (2020) proponen una formulación que no

requiere la factorización de matrices y utilizan un método MM para estimar los parámetros

del modelo de PCA logístico, pero su enfoque depende de un parámetro que representa la

aproximación del infinito, y Song y col. (2020) ajustan el modelo PCA logístico utilizando

un método MM donde incorpora umbrales basados en los valores singulares y así aliviar

los posibles problemas de sobreajuste del modelo. Pero en ninguno de estos enfoques se

proporciona una representación simultánea de filas y columnas para visualizar el conjunto

de datos binarios.

Para lograr una representación simultánea en los casos donde las variables de la matriz de

datos no son continuas, Gabriel (1998) describió un método denominado regresión bilineal

para ajustar un biplot con datos cuya distribución pertenece a la familia exponencial, pero

el algoritmo de estimación no se estableció claramente. Vicente-Villardon y col. (2006)

proponen una representación basada sobre una escala de respuesta logística y lo denominan

biplot logístico (LB), en este caso cada individuo es representado por un punto y las variables

son representadas por vectores dirigidos a través del origen del sistema de coordenadas, de

esta forma se obtiene una representación simultánea donde la proyección ortogonal de los

marcadores de las filas sobre los vectores predicen la probabilidad de que la característica

ocurra. A continuación se presentan algunos aspectos generales sobre el LB.

I.1. Aspectos generales del biplot logístico

Sea X = (x1, . . . , xn)T una matriz binaria, con xi ∈ {0, 1}p, i = 1, . . . , n y xij ∼ Ber(π(θij)),

donde π(·) es la inversa de la función de enlace. Cuando la función de enlace logística

es utilizada, π(θij) = {1 + exp(−θij)}−1, la cual representa la probabilidad de que la

característica j esté presente en el individuo i, el log-odds de π(θij) es θij con θij =

log {π(θij)/(1 − π(θij))}, el cual corresponde al parámetro natural de una distribución Ber-

noulli expresada en la forma de familia exponencial. Usando la distribución de probabilidad,

se tiene que P (Xij = xij) = π(θij)xij (1 − π(θij))1−xij , y la función de pérdida es obtenida

como el negativo del logaritmo de la función de verosimilitud

L (Θ) = −
n∑

i=1

p∑
j=1

[xijlog(π(θij)) + (1 − xij)log(1 − π(θij))] . (3)
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En este caso no es apropiado centrar las columnas porque la matriz centrada ya no estará

formada por elementos iguales a cero o uno. Por lo tanto, se extiende la especificación del

espacio de parámetros naturales, de la misma forma que en modelos lineales generalizados

(McCullagh y Nelder, 1989), introduciendo los efectos principales de las variables, también

conocido como término de sesgo o desplazamiento de las columnas µ para obtener un

centrado basado en el modelo. La matriz canónica de parámetros Θ = (θ1, . . . , θn)T puede

ser representada en una estructura de baja dimensión por algún entero k ≤ r que satisface

θi = µ +∑k
s=1 aisbs, i = 1, . . . , n, que expresado en forma matricial se escribe como

Θ = logit (Π) = 1nµT + ABT , (4)

donde 1n es un vector n-dimensional de unos; µ = (µ1, . . . , µp)T ; A = (a1, . . . , an)T con

ai ∈ Rk, i = 1, . . . , n; B = (b1, . . . , bk) con bj ∈ Rp, j = 1, . . . , k; y Π = π (Θ) es la

matriz de probabilidades esperada cuyo ij-ésimo elemento es igual a π(θij). De esta manera,

Θ = logit(Π) es un biplot en escala logit y el log-odds es θij = µj + aT
i bj.

El modelo del LB está relacionado con la regresión logística de la misma manera que el

análisis biplot clásico está relacionado con la regresión lineal. De la misma manera, así

como los biplots lineales están relacionados con PCA, LB está relacionado con el análisis

de rasgos latentes (LTA) o la teoría de respuesta al ítem (IRT).

En Vicente-Villardon y col. (2006) se presenta la geometría para una solución con dos

dimensiones. Al fijar A en el modelo del biplot logístico, se obtiene una superficie de

respuesta logística H, como se observa en la Figura 2, para este caso el tercer eje presenta

una escala para las probabilidades esperadas. Aunque la superficie de respuesta no es lineal,

las intersecciones con los planos perpendiculares al eje de probabilidad son líneas rectas.

Al igual que en el caso lineal, las rectas para las diferentes probabilidades son paralelas.

Los puntos en L que predicen las diferentes probabilidades también son líneas paralelas;

esto significa que la predicción en el LB se hace de la misma forma que en un biplot lineal;

la principal diferencia es que marcadores fila igualmente espaciados no necesariamente

corresponden a probabilidades igualmente espaciadas.

El procedimiento para encontrar las coordenadas de los marcadores para una probabilidad

fija π cuando k = 2, se presenta en Vicente-Villardon y col. (2006). Para ello se busca el
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Figura 2: Geometría del biplot logístico. Tomado de Vicente-Villardon y col. (2006).

punto (dj1, dj2) que predice π y que está en el eje biplot, es decir, en la recta que une los

puntos (0, 0) y (bj1, bj2), que se calcula como

dj1 = (logit(π) − µj)bj1∑2
s=1 b2

js

, dj2 = (logit(π) − µj)bj2∑2
s=1 b2

js

. (5)

En el modelo LB, como en el biplot PCA, todas las direcciones pasan por el origen. En

un biplot PCA para datos centrados, el origen representa la media de cada variable y la

flecha muestra la dirección hacía donde crecen los valores. Como los datos binarios no

se pueden centrar (mantenemos el término de desplazamiento de columna en el modelo),

el origen no representa ningún valor particular de la probabilidad. En el modelo LB, las

variables se representan con flechas (segmentos) y regularmente se comienza en el punto

que predice una probabilidad de 0.5 y se termina en el punto que predice 0.75, estos valores

son ajustables y dependerá del análisis que se pretenda en cada caso.

I.2. Proceso de estimación

A partir de la ecuación (3), Vicente-Villardon y col. (2006) proponen un esquema de

estimación iterativo alternando la actualización de las matrices A y B hasta que se alcanza

un nivel de precisión previamente definido. En cada iteración la función L se puede separar

en una parte para cada fila o cada columna de la matriz de datos, minimizando cada
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una por separado. Este proceso converge a un mínimo local, y puede considerarse una

generalización del método de regresión de los biplots clásicos, puesto que en los casos donde

los datos se ajusten a una distribución normal multivariante y se utilice la función de enlace

identidad en lugar de la función logística, la solución coincidirá con la del biplot clásico.

Al fijar los marcadores fila, A, la función de pérdida dada en (3) se puede separar en p

partes, una por cada variable

L (Θ) = −
p∑

j=1

[
n∑

i=1
xijlog(π(θij)) + (1 − xij)log(1 − π(θij))

]
(6a)

= −
p∑

j=1
Lj(θij). (6b)

Minimizar cada Lj(θij) es equivalente a realizar una regresión logística utilizando xj como

la variable dependiente y las columnas de A como las variables independientes. A este

paso se le denomina etapa de regresión. Del mismo modo, la función de pérdida se puede

separar en un sumando por cada fila de la matriz X

L (Θ) = −
n∑

i=1

 p∑
j=1

xijlog(π(θij)) + (1 − xij)log(1 − π(θij))
 (7a)

= −
n∑

i=1
Li(θij). (7b)

Las derivadas parciales con respecto a ais, s = 1, . . . , S, son

∂Li(θij)
∂ais

=
p∑

j=1

[
xij

1
π(θij)

∂π(θij)
∂ais

+ (1 − xij)
1

1 − π(θij)
+ ∂(1 − π(θij))

∂ais

]
. (8)

Teniendo en cuenta que π(θij) = (1 − exp(−θij))−1 y θij = µj +∑k
s=1 aisbjs = µj + aT

i bj,

se pueden obtener las derivadas parciales

∂π(θij)
∂ais

= bjsπ(θij)(1 − π(θij)) y ∂(1 − π(θij))
∂ais

= −bjsπ(θij)(1 − π(θij)), (9)
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entonces el vector gradiente, g = (g1, . . . , gk) está formado por los elementos

gs = ∂Li(θij)
∂ais

=
p∑

j=1
bjs(xij − π(θij)), s = 1, . . . , k. (10)

En Vicente-Villardon y col. (2006) se encuentra la expresión para los elementos de la matriz

hessiana H, la cual tiene los elementos

hss = ∂2Li(θij)
∂a2

is

= −
p∑

j=1
b2

jsπ(θij)(1 − π(θij)) y hss′ = ∂2Li(θij)
∂ais∂ais′

= −
p∑

j=1
bjsbjs′π(θij)(1 − π(θij)).

(11)

Para encontrar las soluciones se puede asignar valores iniciales para A, ortonormalizar la

matriz (AT A = I), seguir con un paso de regresión logística donde cada columna xi son

las variables dependientes y la matriz A son las variables independientes. Posteriormente,

se realiza un paso de interpolación mediante el método de Newton-Raphson. Este procedi-

miento es iterativo y el algoritmo finaliza cuando se tenga un cambio pequeño sobre L (Θ).

El pseudocódigo se resume en el Algoritmo 1.

Algoritmo 1 Método alternante para estimar los parámetros de un modelo LB
Entrada X
Salida µ, A, B

1: Inicializar A con el resultado de un PCA sobre X.
2: repeat
3: procedure Ortonormalizar
4: AT A = AAT = Ik

5: end procedure
6: Etapa de regresión. logit(π(θj)) = µj + Abj, para j = 1 . . . , p
7: Construir µ y B.
8: Etapa de interpolación. Actualizar A = (a1, . . . , ak)T usando el método de

Newton-Raphson
9: until (L (Θl) − L (Θl+1)) /L (Θl) < ϵ

El paso de ortonormalización proporciona unicidad de las estimaciones de los parámetros

de la misma manera que los vectores de longitud unitaria se toman en componentes

principales. Esta restricción también se puede imponer sobre B. El paso es opcional, y la

ortonormalización se puede hacer a posteriori tomando la SVD de los valores esperados en

θ (Vicente-Villardon y col., 2006).
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I.3. Biplot logístico externo

El algoritmo 1 puede llegar a ser muy costoso computacionalmente, especialmente porque

en la etapa de interpolación también se debe iterar. La propuesta de Demey y col. (2008),

es que la regresión sobre las columnas de X en el procedimiento alternante para datos

binarios es un modelo de regresión logística que se puede ajustar a la configuración obtenida

de un análisis de coordenadas principales (PCoA), y aunque se podría utilizar todo el

procedimiento de alternancia, PCoA es más simple. A esta combinación entre PCoA y

regresión logística, se denomina biplot logístico externo (ELB).

Para la matriz binaria X se puede definir aij como el número de variables con respuesta

igual a 1 en la fila i y en la fila j, bij el número de variables con respuesta igual a 0 en la

fila i y 1 en la fila j, cij el número de variables con respuesta igual a 1 en la fila i y 0 en

la fila j, y dij el número de variables con respuesta igual a 0 en la fila i y en la fila j. De

modo que aij + bij + cij + dij = p. La similaridad entre las filas i, j es denotada por sij.

Se han propuesto varios coeficientes de similitud que combinan las cantidades aij, bij, cij

y dij. La Tabla 3 enumera algunos coeficientes, donde para mayor claridad se omiten los

subíndices que representan a las filas i, j.

Si S es la matriz que contiene las similaridades entre las n filas de la matriz binaria X, y

∆ es la matriz de disimilaridades o distancias entre las n filas. El algoritmo parte de un

PCoA, como técnica de ordenación de las filas. PCoA se ocupa del problema de construir

una configuración de n puntos en un espacio euclidiano de tal manera que la distancia entre

dos puntos cualesquiera de la configuración se aproxime lo más posible a la disimilitud

entre las filas representados por estos puntos. El objetivo es encontrar la configuración A

en un espacio euclideano de dimensión k, cuya matriz de distancia entre puntos D esté lo

más cercano posible a ∆ (Demey y col., 2008).

Tabla 3: Propiedades de algunos coeficientes de similaridad para variables binarias1.

Variable Coeficiente Similaridad2 Rango Métrica3S ≥ 04

S1
a

b+c
Kulczynski 0, ∞ Ind. Si

S2
a

a+b+c+d
Russel y Rao 0, 1 Si Si

S3
a

a+b+c
Jaccard 0, 1 Si Si
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Variable Coeficiente Similaridad2 Rango Métrica3S ≥ 04

S4
a+d

a+b+c+d
Emparejamiento

Simple

0, 1 Si Si

S5
a

a+2(b+c) Anderberg 0, 1 Si Si

S6
a+d

a+2(b+c)+d
Rogers y Tanimoto 0, 1 Si Si

S7
a

a+ 1
2 (b+c) Sørensen, Dice, y

Czekanowski

0, 1 No Si

S8
a+d

a+ 1
2 (b+c)+d

Sneath y Sokal 0, 1 No No

S9
a−(b+c)+d
a+b+c+d

Hamman −1, 1 Si Si

S10
1
2

(
a

a+b
+ a

a+c

)
Kulczynski 0, 1 No No

S11
1
4

(
a

a+b
+ a

a+c
+ c

c+d
+ d

b+d

)
Anderberg 0, 1 No No

S12
a√

(a+b)(a+c)
Ochiai 0, 1 No Si

S13
ad√

(a+b)(a+c)(d+b)(d+c)
0, 1 No Si

S14
ad−bc√

(a+b)(a+c)(d+b)(d+c)
φ de Pearson −1, 1 No Si

S15
ad−bc
ad+bc

Yule −1, 1 No No

1 Tomada de Gower y Warrens (2014).
2 a,b,c y d son las frecuencias absolutas de los eventos (1, 1), (1, 0), (0, 1) y (0, 0) respecti-

vamente.
3 La propiedad métrica se verifica cuando ∆ij + ∆ik ≥ ∆jk.
4 S ≥ 0 indica si la matriz de similaridades es semidefinida positiva.

Para las métricas con rango entre cero y uno, la similaridad puede ser transformada

a distancia de diferentes formas. Por ejemplo, ∆ij = 1 − sij, ∆ij = √1 − sij o ∆2
ij =

sii + sjj − 2sij. Esta última es una de las recomendadas por Gower y Hand (1995) debido

a sus propiedades, en notación matricial se puede escribir como

∆2 = 2
(
1n1T

n − S
)

, (12)

donde ∆2 denota la matriz de cuadrados de las distancias. Este procedimiento externo

permite llegar a la matriz A y paso seguido, realizar una regresión tomando como variables

dependientes a las columnas de X. El pseudocódigo para el método propuesto por Demey

y col. (2008) se resume en el Algoritmo 2.

15



Algoritmo 2 Estimación de los parámetros de un ELB
Entrada X
Salida µ, A, B

1: Calcular S
2: ∆2 = 2

(
1n1T

n − S
)

3: Q = −1
2H∆2HT , con H = I − 1

n
1n1T

n

4: Descomposición espectral: Q = UΛ1/2Λ1/2UT , con UT U = I
5: A = U(k)Λ1/2

(k)
6: Regresión: logit(π(θj)) = µj + Abj, para j = 1 . . . , p
7: Construir µ y B.

I.4. Problema de investigación

Actualmente estamos expuestos a un gran volumen de información y con ello se ha dado un

gran valor a los datos. Esto no solo plantea la posibilidad de tener una mejor compresión

de las relaciones subyacentes que se encuentran en la matriz de datos, sino que genera

nuevos desafíos desde el punto de vista estadístico. Esto ha llevado a que se creen líneas

de investigación de análisis multivariante que buscan desarrollar técnicas eficientes para

el manejo de grandes volúmenes de datos, y así generar enfoques analíticos desde una

perspectiva de big data.

En paralelo con los avances tecnológicos se han desarrollado alternativas que permiten

obtener información de una manera masiva y de forma simple, bien sea a través del

procesamiento de imágenes, por medio de redes sociales, registros financieros, datos de

consumo a partir de campañas de fidelización, entre muchas otras. Por ejemplo, en campos

como la bioinformática, la medición de las alteraciones genéticas y epigenéticas se presenta

en matrices de alta dimensión donde algunas presentan características binarias (Iorio y col.,

2016). Esto ya lo anticipaba Tukey (1962) cuando señalaba la importancia de los métodos

de optimización en el campo de la aplicación estadística porque se vendrían muchos más

datos en el futuro.

Asimismo, es habitual que toda esta información no esté completa, es decir, que la matriz

de datos puede tener algunas entradas faltantes. Por ejemplo, en el problema de Netflix

cada entrada ij de la matriz representa la calificación binaria que asigna el cliente i a la

película j, pero este dato puede estar observado solo si el cliente ha visto la película, de

lo contrario será un dato faltante. Por lo tanto, tratar de completar la matriz de datos
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también se convierte en un reto y así poder generar nuevas recomendaciones en este caso.

El enfoque multivariante para matrices binarias se detalla en Vicente-Villardon y col.

(2006), donde se introduce el modelo de biplot logístico (LB) y luego en Demey y col.

(2008) se incorpora un procedimiento externo para calcular los parámetros del modelo. Sin

embargo, cuando el volumen de datos es muy grande o la matriz es muy dispersa1, los

algoritmos actuales pueden llegar a ser muy exigentes desde un punto de vista computacional,

dificultando llegar a una solución al problema.

De otra parte, la cantidad de parámetros a estimar va creciendo cuando se aumenta el

número de filas o de columnas, y aún no se han explorado metodologías que permitan

reducir la cantidad de parámetros a estimar. Adicionalmente, aún está por explorar las

metodologías que pueden utilizarse para trabajar con matrices que tengan entradas faltantes,

generando un proceso de imputación durante la etapa de estimación.

Otro aspecto que resulta de gran relevancia para ajustar un modelo LB es definir la cantidad

de dimensiones que son necesarias para obtener una estimación más precisa del espacio de

los parámetros del modelo. Para el biplot logístico se han usado algunas medidas basadas

en la bondad del ajuste, pero hasta ahora no se ha investigado un procedimiento que

permita elegir a priori el número de dimensiones que permita maximizar la precisión y

evitar el sobreajuste.

Así que en esta investigación se proponen nuevas formas de realizar el ajuste para el modelo

LB basado en un enfoque de optimización multivariante a partir de algoritmos utilizados

en el contexto de aprendizaje automático (machine learning). Para realizar la adaptación y

proponer los algoritmos de estimación, es necesario demostrar algunas propiedades que

permiten obtener funciones sustitutas que son más suaves, lo que permite que se puedan

acelerar los procesos de convergencia. Asimismo, se explora y se desarrolla una metodología

que permite tratar con los datos faltantes para llegar a una matriz completa a partir del

modelo, que cuenta con la ventaja de estimar un número menor de parámetros y permite

realizar de una forma simple la proyección de nuevas filas. Además se estudian, se adaptan

y se implementan algunos métodos que permiten seleccionar la dimensionalidad del modelo.

Son siete los capítulos que dan cuerpo al presente documento, además de esta introducción,
1Las matrices dispersas son aquellas en las que la mayoría de los elementos son cero.
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que buscó hacer un resumen muy general de los métodos biplot y se enfocó en describir

el biplot logístico. En el primer capítulo se presenta el objetivo general y los objetivos

específicos que se desarrollan en esta investigación.

El segundo capítulo se ocupa de realizar una generalización del biplot logístico, para ello

se formulan los métodos desde un punto de vista probabilístico y la función de pérdida

se expresa a partir de los factores de normalización para una distribución de familia

exponencial, buscando de esta forma poder extender los métodos a datos no continuos. A

partir de la formulación presentada, se usa el factor de normalización de una distribución

Bernoulli y se llega a la función de pérdida. De esta forma, los métodos podrían ser

extendidos para encontrar funciones de pérdida adecuadas dependiendo del tipo de datos.

Debido a que la función de pérdida para el biplot logístico no es fácil de optimizar, se

realiza un desarrollo teórico donde se postula y se demuestra un teorema que permite

sustituir el problema de optimización por otro más simple. Asimismo, se desarrolla una

metodología basada en validación cruzada que permite seleccionar de forma objetiva el

número de dimensiones para el modelo de biplot logístico. Finalmente se realiza un resumen

de las contribuciones más relevantes que son realizadas en el capítulo.

En el tercer capítulo se adaptan cuatro algoritmos basados en el gradiente conjugado y se

desarrolla la metodología para un algoritmo de descenso coordinado por bloques basado

en la función sustituta encontrada en el segundo capítulo, para ajustar el biplot logístico.

Posteriormente se describe una metodología que permite simular matrices binarias con

rango k < p y se desarrolla un procedimiento de Monte Carlo que permite comparar el

rendimiento de los diferentes algoritmos en cuanto a la capacidad que tienen para identificar

el número de dimensiones del modelo y la habilidad que tienen para recuperar la matriz

canónica de parámetros usando escenarios con matrices balanceadas y otros escenarios

donde la matriz de datos está desequilibrada. Para ilustrar los métodos propuestos se usan

datos reales sobre metilación del ADN. Finalmente, se recogen las contribuciones más

importantes que se realizan en el capítulo.

El cuarto capítulo se encarga de desarrollar un nuevo enfoque que permita dar un tra-

tamiento a las matrices binarias con datos faltantes, buscando llevar a cabo un proceso

de imputación durante el procedimiento de optimización. Para esto se usa el enfoque de

Pearson que busca la representación óptima de los datos multivariantes en el espacio de
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baja dimensión al minimizar el error cuadrático medio de la proyección. Para llegar a una

función que permita optimizar los parámetros del modelo se postula y se demuestra un

teorema, y usando un algoritmo de descenso coordinado por bloques se realiza el proceso

de optimización que permite realizar el proceso de imputación. Este enfoque presenta

la ventaja de que la matriz de marcadores fila no hace parte del proceso y puede ser

obtenida a partir de los marcadores columna, facilitando la proyección de nuevas filas

como suplementarias, que hasta ahora no era posible sin tener que ejecutar un nuevo

procedimiento de optimización. Esto tiene implícita otra ventaja, y es que al no tener

que entrar la matriz de marcadores fila en el proceso entonces se reduce la cantidad de

parámetros a estimar. Posteriormente, para ilustrar el método propuesto se realiza una

aplicación utilizando datos reales sobre el conflicto armado en Colombia. Finalmente, se

recogen las contribuciones más relevantes del capítulo.

En el quinto capítulo se presenta en detalle la librería BiplotML, que fue desarrollada como

un producto que le permite a los usuarios tener un soporte para la aplicación del modelo

de biplot logístico usando todos los métodos desarrollados en este trabajo. Se presentan los

métodos que son implementados, la manera de llevar a cabo el procedimiento de validación

cruzada, la forma de ajustar el modelo con base en los algoritmos presentados. Así como la

descripción de los objetos de salida, entorno gráfico, y se incorpora un método para generar

regiones de confianza. Finalmente, se realiza un resumen de las contribuciones realizadas.

El sexto capítulo hace la recopilación de las conclusiones sobre los hallazgos más relevantes,

y finalmente en el séptimo capítulo se dan algunas recomendaciones para líneas futuras de

investigación.
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Capı́tulo 1
Objetivos

1.1. Objetivo general

El objetivo general de esta investigación es realizar contribuciones a los métodos biplot

para el análisis de datos binarios multivariantes.

1.2. Objetivos específicos

1. Estudiar y proponer nuevas formulaciones que permitan obtener funciones de pérdida

sustitutas donde se puedan implementar algoritmos eficientes para ajustar un biplot

logístico cuando se tienen matrices binarias con un gran volumen de datos.

2. Investigar, adaptar y desarrollar un método que permita elegir de forma objetiva el

número de dimensiones para ajustar el biplot logístico.

3. Adaptar e implementar algunos algoritmos de optimización multivariante usados en

el contexto del aprendizaje automático para aplicarlos al caso de un biplot logístico.

4. Utilizar funciones sustitutas para proponer e implementar algoritmos de estimación

que permitan ajustar los parámetros de un biplot logístico.

5. Proponer una metodología para ajustar el modelo de biplot logístico cuando hay

presencia de datos faltantes y que impute las entradas faltantes en la matriz de datos

durante el proceso de estimación.
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6. Desarrollar un paquete en R donde se implementen las rutinas que faciliten el uso de

los algoritmos propuestos.
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Capı́tulo 2
Generalización del biplot logístico

2.1. Introducción

Desde este capítulo se empieza a tratar el problema de investigación. La sección 2.2 comienza

presentando un enfoque desde una perspectiva probabilística para los métodos biplot y

se presenta una formulación general que puede ser utilizada para encontrar funciones de

pérdida adecuadas dependiendo del tipo de datos. A partir de la formulación general, en la

sección 2.3 se aplican los factores de normalización basados en una distribución Bernoulli y

se llega a la función de pérdida de un modelo LB. En la sección 2.4 se realiza un desarrollo

teórico que permite sustituir la función de pérdida de un modelo LB por otra función que

cuenta con unas propiedades que permiten resolver el problema de una manera eficiente.

En la sección 2.5 y en la sección 2.6 se analizan algunas medidas de rendimiento, allí se

investiga y se adapta un método de validación cruzada que permite elegir de forma objetiva

el número de dimensiones para ajustar el modelo LB.

2.2. Enfoque probabilístico

El problema (1) también puede formularse como una estimación de máxima verosimilitud.

Desde una perspectiva de modelamiento probabilístico, Tipping y Bishop (1999) mostraron

para un PCA que la solución del problema maximiza la función de verosimilitud cuando se

asume que cada observación es extraída de una distribución normal multivariante en un

subespacio de baja dimensión.
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La interpretación probabilística supone que cada xi puede ser aproximado por una pro-

yección lineal de variables latentes en el espacio de baja dimensión más un error con

distribución normal, con lo cual xi = µ + aT
i b + εi, i = 1, . . . , n, donde a y b son los

marcadores de las filas y columnas respectivamente en el subespacio de baja dimensión; µ

es un vector de desplazamiento o de compensación y εi sigue una distribución N (0, σ2I).

Suponiendo un vector canónico de parámetros θi = µ + aT
i b, entonces la probabilidad

condicional de xi dado θi, es representada por p(xi;θi) ∼ N (θi, σ2I). Por lo tanto, el

problema de minimización del logaritmo de la función de verosimilitud de los datos con

respecto al modelo paramétrico Θ = 1nµ
T + ABT es equivalente a minimizar la siguiente

función objetivo:
n∑

i=1
∥xi − θi∥2 = ∥X − Θ∥2

F sujeto a BT B = I. (2.1)

Este problema es equivalente a minimizar el error cuadrático medio para encontrar una

representación óptima de los datos multivariantes en el subespacio de dimensión reducida

(Pearson, 1901). Por lo tanto, en el subespacio k-dimensional, cada xi está representado

por µ+ aT
i b. Aunque estos enfoques fueron propuestos para modelar datos continuos, pero

no son apropiados cuando los datos están en una escala discreta o nominal.

Formular el problema desde una perspectiva probabilística es interesante porque permite

extender la aplicación de los métodos clásicos. Por ejemplo, si los datos corresponden a

valores binarios, enteros o son positivos entonces el supuesto de normalidad no es apropiado.

De hecho, cuando los datos son recuentos es usual se modelen con una distribución de

Poisson y si son binarios se opta por una distribución Bernoulli; este enfoque permite que

otros tipos de datos puedan ser modelados por su correspondiente distribución de la familia

exponencial. Con esta motivación, (Collins y col., 2002) proporcionan una generalización

del PCA para datos con distribuciones de la familia exponencial utilizando el marco de

modelos lineales generalizados. Mientras que (Landgraf y Lee, 2019; Lu y col., 2016; Schein

y col., 2003; Singh y Gordon, 2008a; Udell y col., 2016) incluyen más funciones de pérdida,

otros tipos de datos y también incorporan regularización al modelo.

Con el propósito de extender los métodos biplot al resto de distribuciones de la familia

exponencial. Sea p(xi;θi) cualquier conjunto parametrizado de distribuciones de la familia
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exponencial, es decir, que

p(xi; θi) = exp [θixi − G(θi) + q(xi)] , (2.2)

donde θi es el vector canónico de parámetros correspondiente a xi. Considerando que
∫

p(xi; θi)dxi =
∫

exp [θixi − G(θi) + q(xi)] dxi = 1, (2.3)

se deduce que

exp(−G(θi))
∫

exp [θixi + q(xi)] dxi = 1, (2.4)

por lo que

G(θi) = log
∫

exp [θixi + q(xi)] dxi. (2.5)

De modo que G(θi) es el factor de normalización logaritmico que asegura que la integral (o

la suma) de p(xi; θi) sobre el dominio de xi es igual a 1. En las distribuciones de la familia

exponencial se suelen tener diferentes funciones de G(·) (Bickel y Doksum, 2015). Por

ejemplo, en el caso binario se puede asumir una distribución Bernoulli con probabilidad

π(θij), por lo tanto

p(xij; θij) = π(θij)x
ij(1 − π(θij))1−xij (2.6a)

= exp [xijlog(π(θij)) + (1 − xij)log(1 − π(θij))] (2.6b)

= exp

[
xijlog

(
π(θij)

1 − π(θij)

)
+ log(1 − π(θij))

]
(2.6c)

= exp [xijθij − log(1 + exp(θij))] . (2.6d)

Así θij = log {π(θij)/(1 − π(θij))} y G(θij) = log(1 + exp(θij)). La primera derivada de

la función G(θij), denotada como g(θij) es de gran relevancia; se puede demostrar que

g(θij) = E(xij; θij) (ver Bickel y Doksum, 2015, capítulo 1; Wasserman, 2013, pp. 52). En

el caso de la distribución Bernoulli,
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g(θij) = ∂G(θij)
∂θij

(2.7a)

= [1 + exp(−θij)]−1 (2.7b)

= π(θij), (2.7c)

que corresponde a una función de enlace logística. En la Tabla 2.1 se presentan los factores

de normalización para varias distribuciones de la familia exponencial.

Tabla 2.1: Factores de normalización para algunas distribuciones de la familia exponencial
Distribución G(θ) g(θ)

Normal θ2

2 θ

Bernoulli log(1 + exp(θ)) [1 + exp(−θ)]−1

Poisson exp(θ) exp(θ)

Exponencial −log(−θ) −1
θ

Al tener en cuenta la forma general de la función de probabilidad para una distribución de

la familia exponencial dada en (2.2), se puede maximizar la función de verosimilitud de

los datos. Después de sustituir θi = µ + aT b en la función de verosimilitud y siguiendo lo

establecido por Guo y Schuurmans (2008), se puede formular el problema de la siguiente

manera

mı́n
µ;A;B

L∗ (Θ) = mı́n
µ;A;B

n∑
i=1

G(µ + Bai) − tr
(
(1nµ

T + ABT )XT
)

. (2.8)

Tomando como ejemplo G(θi) = θT
i θi/2 dado en la Tabla 2.1 para una función de distribu-

ción normal, entonces el logaritmo de la función de verosimilitud dado θ es equivalente a∑
i − ∥xi − θi∥2, así que el problema vuelve a ser el mismo que se presentó en la ecuación

(2.1).

La formulación anterior permite extender los métodos biplot a otros tipos de datos, pero

dependiendo de la función de distribución de la familia exponencial, el problema (2.8)

puede conducir a una función de minimización que no se puede resolver de manera directa.

Así que sería necesario llegar a una solución usando algoritmos iterativos. Para maximizar

la eficiencia, en cada paso se puede involucrar un problema convexo o no convexo pero
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que sea lo suficientemente simple para poder resolverlo. Una posibilidad es sustituir el

problema de optimización complejo por un nuevo problema que sea equivalente pero que

admita un procedimiento de optimización eficiente.

2.3. Biplot logístico obtenido desde la familia expo-
nencial

Como se mencionó antes, la selección apropiada de G(θ) se da como resultado la distri-

bución adecuada para modelar los datos dependiendo de su naturaleza, lo que conducirá

intuitivamente al mejor rendimiento del modelo. En este sentido, la manera en que se

generaliza de un biplot clásico a un biplot logístico binario es análogo a la forma en que se

generaliza de una regresión lineal a una regresión logística (Vicente-Villardon y col., 2006).

Tomando en consideración que G(θ) = log(1 + exp(θ)) es adecuado para modelar datos

binarios, se puede demostrar que minimizar la ecuación (2.8) es equivalente a minimizar

la función de pérdida obtenida cuando se usa la función de verosimilitud, denotada por

L (Θ). Esto se demuestra con el siguiente Teorema.

Teorema 1. Si G(θij) = log(1 + exp(θij)) y g(θij) = ∂G(θij)
∂θij

= [1 + exp(−θij)]−1 entonces

mı́n
µ;A;B

L∗ (Θ) = mı́n
µ;A;B

n∑
i=1

G(µ + Bai) − tr
(
(1nµ

T + ABT )XT
)

= mı́n
µ;A;B

−
n∑

i=1

p∑
j=1

[xijlog(π(θij)) + (1 − xij)log(1 − π(θij))]

= mı́n
µ;A;B

L (Θ)

Demostración.

mı́n
µ;A;B

L∗ (Θ) = mı́n
µ;A;B

n∑
i=1

G(µ + Bai) − tr
(
(1nµ

T + ABT )XT
)

(2.9)

= mı́n
µ;A;B

n∑
i=1

p∑
j=1

[
log(1 + exp(µj + aT

i bj)) − (µj + aT
i bj)xij

]
(2.10)

= mı́n
µ;A;B

n∑
i=1

p∑
j=1

[log(1 + exp(θij) − log(exp(θijxij))] (2.11)

= mı́n
µ;A;B

−
n∑

i=1

p∑
j=1

log

(
exp(θijxij)
1 + exp(θij)

)
(2.12)
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Dado que xij = {0, 1} y g(θij) = [1 + exp(−θij)]−1 = π(θij), entonces

mı́n
µ;A;B

L (Θ) = mı́n
µ;A;B

−
n∑

i=1

p∑
j=1

log

(
π(θij)xij

(1 + π(θij))(1−xij)

)
(2.13)

= mı́n
µ;A;B

−
n∑

i=1

p∑
j=1

[xijlog(π(θij)) + (1 − xij)log(1 − π(θij))] (2.14)

= mı́n
µ;A;B

L (Θ) . (2.15)

De esta forma se podría usar el factor de normalización de la familia exponencial según

el tipo de datos y así llegar a una función de pérdida adecuada, incluso cuando se quiera

incorporar una regularización dentro del modelo.

En contraste con el biplot clásico, en este caso no existe una solución explícita que permita

minimizar (2.15), por lo que es necesario recurrir a algoritmos iterativos. Collins y col.

(2002) proponen resolver el problema para el ACP a partir de una actualización secuencial

similar a los métodos iterativos usados en los MLG (McCullagh y Nelder, 1989); mientras

que en el caso de un biplot logístico Vicente-Villardon y col. (2006) proponen un método

de Newton-Raphson y Demey y col. (2008) usan un procedimiento externo. Aunque la

complejidad del problema se simplifica, estos métodos no garantizan una solución óptima

especialmente cuando la matriz de datos es muy grande, dispersa o cuando hay datos

faltantes, así que en este trabajo se exploran otros enfoques que utilizan algoritmos basados

en el gradiente conjugado o a partir de una función sustituta.

2.4. Función sustituta para un biplot logístico

El problema (2.15) no se puede resolver de forma directa, una manera es usar un procedi-

miento que sustituya el problema de optimización por otro más simple y que conduzca

a la misma solución. La idea es minimizar sucesivamente una función sustituta donde la

secuencia de los minimizadores converge al óptimo de la función de pérdida.

Este es un método iterativo conocido como método MM, se denomina así porque funciona

en dos pasos. En problemas de minimización, la primera M indica el paso de Mayorizar

mientras que la segunda M representa el paso de Minimizar. Este método ha sido aplicado
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en el análisis de escalamiento multidimensional (De Leeuw y Heiser, 1977), para el análisis

de regresión robusta (Huber, 2011), en el análisis de correspondencias (Heiser, 1987),

regresión logística (Böhning y Lindsay, 1988) y otros problemas aplicados en psicometría,

imágenes médicas, procesamiento de señales o en problemas generales de optimización en

machine learning (De Pierro, 1995; Kiers y Berge, 1992; Nguyen, 2017; Sun y col., 2016).

Formalmente, una función g
(
θ|θ(l)

)
es una función mayorizada o sustituta de f(θ) en el

punto θ(l) si

f(θ(l)) = g(θ(l)|θ(l)) (2.16)

f(θ) ≤ g(θ|θ(l)) para todo θ (2.17)

La primera es una condición de tangencia, mientras que la segunda es una condición de

dominación (Lange, 2016). Esto significa que la superficie que toma a cada θ y lo envía en

g
(
θ|θ(l)

)
se encuentra sobre la superficie generada por f(θ) y es tangente a ésta en el punto

θ = θ(l), donde θ(l) representa la l-ésima iteración en la búsqueda de la superficie f(θ)

(Lange, 2013). La Figura 2.1 presenta una ilustración unidimensional del método, donde

un algoritmo de minimización se aplica sobre la función mayorizada sustituta en lugar de

la función objetivo inicial. Si θ(l+1) representa el mínimo de la función sustituta g
(
θ|θ(l)

)
,

entonces se puede demostrar que el método MM lleva a f(θ) en dirección descendente con

cada iteración. De esta forma, las desigualdades

f
(
θ(l+1)

)
≤ g

(
θ(l+1)|θ(l)

)
≤ g

(
θ(l)|θ(l)

)
= f

(
θ(l)

)
, (2.18)

se obtienen directamente de la definición de θ(l+1) y de las condiciones de mayorización

(2.16) y (2.17). Esta propiedad de descenso (2.18) le proporciona al método una valiosa

propiedad que se puede aprovechar para estimar los parámetros de un modelo LB.

El rendimiento del algoritmo de minimización que se use en el segundo paso depende

principalmente de la construcción de la función mayorizada sustituta. Existen varias formas

de llegar a una función sustituta, por definición de convexidad, desigualdad de Jensen,

desigualdad de Cauchy-Schwartz, expansión de Taylor, entre otros (Beck y Pan, 2018;

Hunter y Lange, 2004).

Expresando la función de pérdida como L (Θ) = ∑n
i=1

∑p
j=1 f(θij), y si además se considera
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(a) Punto tangente en el paso
L

(b) Punto mínimo en el paso
L

(c) Punto tangente en el paso
L + 1

(d) Punto mínimo en el paso
L + 1

(e) Punto tangente en el paso
L + 2

(f) Punto tangente en el paso
L + 3

Figura 2.1: Proceso iterativo de minimización usando una función sustituta.

que la función de enlace utilizada es logit, π(θij) = (1 − exp(−θij))−1, el gradiente es:

∇f(θij) = −
[
xij

1
π(θij)

∂π(θij)
∂θij

+ (1 − xij)
1

1 − π(θij)
∂(1 − π(θij))

∂θij

]

= − [xij(1 − π(θij)) − (1 − xij)π(θij)] (2.19)

= π(θij) − xij.

La segunda derivada, ∇2f(θij) = π(θij)(1 − π(θij)) que es una función cuadrática que

satisface que 0 ≤ ∇2f(θij) ≤ 1/4 debido a que xij se distribuye Bernoulli. A partir del

resultado anterior, se puede usar la aproximación de Taylor para mayorizar L (Θ) a una

función cuadrática de Θ usando el límite superior del gradiente de segundo orden, para lo

cual se postula y se demuestra el siguiente Teorema.

Teorema 2. Si X = (x1, . . . , xn)T una matriz binaria, con xi ∈ {0, 1}p, i = 1, . . . , n y
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xij ∼ Ber(π(θij)), donde π(θij) = {1 + exp(−θij)}−1 con función de pérdida

L (Θ) = −
n∑

i=1

p∑
j=1

[xijlog(π(θij)) + (1 − xij)log(1 − π(θij))] ,

donde Θ = 1nµT + ABT , es la matriz canónica de parámetros, entonces la función L (Θ)
puede ser mayorizada por

G
(
Θ|Θ(l)

)
= 1

8
∥∥∥1nµT + ABT − Zl

∥∥∥2

F
,

con Zl = Θ(l) + 4 (X − Πl).

Demostración. Teniendo en cuenta que L (Θ) = ∑n
i=1

∑p
j=1 f(θij), se tiene que la función

de pérdida con un parámetro, f(θij), puede ser aproximada de forma cuadrática en θ
(l)
ij

usando la expansión de Taylor de segundo orden, así

f(θij) = − [xijlog(π(θij)) + (1 − xij)log(1 − π(θij))] (2.20)

= f(θ(l)
ij ) + ∇f(θ(l)

ij )(θij − θ
(l)
ij ) + 1

2∇2f(θ(l)
ij )(θij − θ

(l)
ij )2 (2.21)

= f(θ(l)
ij ) + (π(θ(l)

ij ) − xij)(θij − θ
(l)
ij ) + 1

2π(θ(l)
ij )(1 − π(θ(l)

ij ))(θij − θ
(l)
ij )2 (2.22)

como ∇2f(θ(l)
ij ) = π(θij)(1 − π(θij)) ≤ 1/4 entonces

≤ f(θ(l)
ij ) + (π(θ(l)

ij ) − xij)(θij − θ
(l)
ij ) + 1

2
1
4(θij − θ

(l)
ij )2 (2.23)

completando el cuadrado se tiene que

= f(θ(l)
ij ) + 1

8

θij −

θ
(l)
ij +

π(θ(l)
ij ) − xij

1/4

2

− 1
2

(π(θ(l)
ij ) − xij)2

1/4 (2.24)

= f(θ(l)
ij ) + 1

8
(
θij − θ

(l)
ij + 4(π(θ(l)

ij ) − xij)
)2

− 2(π(θ(l)
ij ) − xij)2 (2.25)

= 1
8
(
θij − θ

(l)
ij + 4(π(θ(l)

ij ) − xij)
)2

+ C. (2.26)

Por lo tanto, la función mayorizada para la función de pérdida usando toda la matriz
canónica de parámetros se puede obtener desde la desigualdad (2.23), con lo cual

L (Θ) ≤
n∑

i=1

p∑
j=1

[
f(θ(l)

ij ) + (π(θ(l)
ij ) − xij)(θij − θ

(l)
ij ) + 1

8(θij − θ
(l)
ij )2

]
(2.27)

= 1
8

n∑
i=1

p∑
j=1

(
θij − z

(l)
ij

)2
+ C, (2.28)

donde C es una constante que no depende de θij, θ
(l)
ij es la l-ésima aproximación de θij y

z
(l)
ij = θ

(l)
ij + 4

(
xij − π(θ(l)

ij )
)
. En términos matriciales, si Zl es la matriz donde el ij-ésimo
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elemento es igual a z
(l)
ij entonces

L (Θ) ≤ 1
8 ∥Θ − Zl∥2

F + C, (2.29)

De esta manera, la función mayorizada o función sustituta de L (Θ) es

G
(
Θ|Θ(l)

)
= 1

8
∥∥∥1nµT + ABT − Zl

∥∥∥2

F
. (2.30)

2.5. Evaluación del modelo

En los siguientes capítulos se proponen diferentes algoritmos para estimar los parámetros

del modelo LB. Con el propósito de evaluar el desempeño de los diferentes enfoques, se

define el error de entrenamiento como la tasa de clasificación errónea al utilizar la estructura

generada por el ajuste del modelo a partir de un algoritmo de minimización específico al

utilizar un conjunto de datos incompleto.

Cada algoritmo permite llegar a una estimación del vector de desplazamiento del modelo

µ̂, los marcadores fila Â y de los marcadores columna B̂, con lo cual se puede calcular

Θ̂ = 1nµ̂T + ÂB̂T y, usando la matriz de probabilidades estimadas Π̂ = π
(
Θ̂
)

se puede

llegar a la matriz predicha X̂.

Para evaluar el rendimiento de los algoritmos, se propone seleccionar p umbrales, 0 < δj <

1, j = 1, ..., p, uno por cada variable de la matriz X, y luego aplicar la regla de clasificación

a partir de la matriz de probabilidades estimadas. Con regularidad ocurre que las clases

de la matriz binaria X pueden estar desequilibradas, es decir, una categoría aparece con

mayor frecuencia que la otra, así que el error de entrenamiento es calculado con la medida

de tasa de error equilibrada (TEE), que se puede calcular como el complemento de la

precisión equilibrada1 (TPE), la cual es una medida que se considera más apropiada en

estos casos (Velez y col., 2007; Wei y Dunbrack Jr, 2013). A continuación se presentan

algunos elementos que permitirán realizar la definición formal.

En la Tabla 2.2, VP se refiere a la cantidad de “verdaderos positivos”, es decir donde el valor
1En el contexto del Machine Learning a la tasa de error equilibrada se le conoce como BER por sus

siglas en inglés, Balanced Error Rate, mientras que la precisión equilibrada se acostumbra a denotar como
BACC, Balanced Accuracy.
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Tabla 2.2: Matriz de confusión.

Valor real
Valor predicho 1 0

1 VP FP
0 FN VN

real era 1 y el modelo lo predijo correctamente; FP es la cantidad de “falsos positivos”, en

estos casos el valor real era 0 y el modelo realizó una predicción errada. FN es la cantidad

de “falsos negativos”, que son los casos donde el valor real es 0 y el modelo predijo 1) y

VN es la cantidad de “verdaderos negativos” que corresponde a los casos donde el valor

real es 0 y el modelo lo predijo correctamente.

La precisión equilibrada se basa en la sensibilidad, también conocida como tasa verdaderos

positivos o tasa de recuperación y, la especificidad también conocida como tasa de verdaderos

positivos. La sensibilidad se define como:

Sensibilidad = V P

V P + FN
. (2.31)

La especificidad se define como:

Especificidad = V N

V N + FP
. (2.32)

La precisión equilibrada se calcula como el promedio entre la sensibilidad y la especificidad:

TPE = 1
2

(
V P

V P + FN
+ V N

V N + FP

)
. (2.33)

Mientras que la tasa de error equilibra es TEE = 1 − TPE. De esta forma se evita que

una de las clases tenga un mayor peso, lo que resulta muy útil para evaluar el desempeño

de la clasificación, especialmente cuando el conjunto de datos está desequilibrado.

Para decidir cuando el valor predicho debe clasificarse como 0 o como 1, se propone

seleccionar un umbral para cada variable. Este valor de umbral es seleccionado al minimizar

la tasa de error equilibrada o lo que es equivalente, maximizar la tasa de precisión equilibrada,

para cada variable sobre el conjunto de entrenamiento, y luego esta regla se aplica al conjunto

de prueba, esto evita que los resultados puedan estar sesgados. El umbral para la variable

j se define como el valor 0 < δj < 1 donde la tasa de error equilibrada, TEE, para dicha
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variable es mínima:

δj = arg mı́n
δ

{TEE(xj|δ) : 0 < δ < 1} , j = 1, . . . , p. (2.34)

2.6. Cantidad de ejes a retener

En general, para los modelos de reducción de la dimensionalidad, la elección de k suele

representar un problema (Owen, Perry y col., 2009). En los métodos clásicos, criterios

basados en los valores propios o en el porcentaje de varianza explicada son regularmente

utilizados como medida intuitiva para la selección de k. Cuando la matriz de datos en

binaria, Vicente-Villardón y Hernández-Sánchez (2020) sugieren medir la capacidad de

predicción de las variables utilizando, el pseudo R cuadrado de Nagelkerke, AIC, BIC o

cualquier medida de ajuste utilizada tradicionalmente en la regresión logística. Sin embargo,

encontrar un método que determine el valor apropiado de k antes de ajustar el modelo,

aún es un problema por resolver en el modelo LB.

En este caso, la matriz canónica de parámetros Θ = (θ1, . . . , θn)T puede ser representada

por marcadores fila y marcadores columna para algún entero k ≤ r que satisface que

θi = µ +∑k
s=1 aisbs, i = 1, . . . , n. De modo que, estimar un valor apropiado para k es un

aspecto clave que influye en la especificación del modelo y, que podría considerarse como

un hiperparámetro del mismo.

En el caso de los modelos supervisados de regresión o de clasificación, se puede usar la

validación cruzada para calcular la precisión del modelo o para optimizar los hiperparámetros

(Fu, 1998; Sirimongkolkasem y Drikvandi, 2019). El concepto de validación cruzada fue

inicialmente propuesto por Mosier (1951) como una forma de evaluar la efectividad de

los pesos de un modelo usando una segunda muestra extraída de manera similar. El

procedimiento consiste en eliminar algunas filas del conjunto de datos, por ejemplo el

30 % y dejarlo como conjunto de prueba, luego se ajusta el modelo con los datos restantes,

comúnmente denominado conjunto de entrenamiento. Finalmente, el modelo ajustado se

aplica al conjunto de prueba para medir su precisión, la Figura 2.2 presenta una ilustración

de los pasos necesarios para realizar este proceso.

Un aspecto relevante a destacar es que al omitir algunas filas del conjunto de datos, en
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Figura 2.2: Procedimiento de validación en modelos de regresión.

los modelos supervisados no se afecta el espacio de parámetros del modelo (vector β). Sin

embargo, este procedimiento de validación cruzada, no se puede adaptar con facilidad a los

métodos biplot.

Para ilustar el problema de aplicar la validación cruzada de la forma tradicional en los

métodos biplot, se considera un biplot clásico bajo las condiciones presentadas en la

ecuación (1) de la introducción, en donde, sin pérdida de generalidad, se supone que las

variables están centradas, por lo que el problema de minimización es

mı́n
A,B

∥∥∥X − ABT
∥∥∥2

F
. (2.35)

La matriz X es aproximada por el espacio de parámetros dado por Θ = ABT , de forma

ilustrativa se vería como en la Figura 2.3.

Figura 2.3: Aproximación de la matriz de datos.

Al aplicar un método de validación cruzada de la misma forma que se realiza en modelos

supervisados, se eliminarían filas o columnas de la matriz de datos, pero como se observa en

la Figura 2.4, esto implicaría que no se pueden estimar todos los elementos del espacio de

parámetros, es decir, se omitiría una fila de A o una columna de BT . Eastment y Krzanowski

(1982) sugieren algunos ajustes que combinan el resultado de la SVD cuando se omite la
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fila i y el resultado de la SVD cuando se omite la columna j, pero la eliminación separada

de filas y columnas generalmente produce errores que se elevan al cuadrado y disminuyen

monótonamente con k (S. Dias y Krzanowski, 2003). Como resultado, en la práctica se

utilizan algunos ajustes incómodos basados en grados de libertad (Owen, Perry y col.,

2009). Este y otros problemas de eliminar una fila o columna de la matriz de datos son

revisados con mayor detalle por Bro y col. (2008) y, Owen, Perry y col. (2009).

Figura 2.4: SVD al omitir una fila o columna.

El problema anterior se puede evitar en el análisis multivariante no supervisado usando un

patrón de eliminación disperso o diagonal sugerido por Wold en el contexto de PCA2, como

un método utilizado para identificar las dimensiones que mejor describen las variaciones

sistemáticas en los datos (Wold, 1978, 1976). Por su parte Gabriel (2002) propone un

método de validación bi-cruzada (BCV), omitiendo simultáneamente una fila y columna,

este método luego es extendido por Owen, Perry y col. (2009) a modelos de factorización

de matrices no negativas (NMF) y, por Fu y Perry (2020) para la elección del número de

clústers en K-medias. En cualquiera de los casos el enfoque usa el principio básico de la

validación cruzada, que consiste en omitir parte de los datos, y estimar los valores omitidos

usando un modelo para luego comparar las estimaciones obtenidas con los valores reales.

Aunque el procedimiento que se presenta para la elección del valor de k en el modelo LB

podría usar cualquiera de los dos enfoques de eliminación, acá se usa el patrón diagonal

propuesto por Wold (1978). Para esto se eligen M segmentos o pliegues3, para el segmento

m (m = 1, . . . , M) los elementos m, m + M, m + 2M, etc., enumerados por fila, pueden ser

tomados como valores faltantes (véase la Figura 2.5). De esta manera, al completar los
2Este método de eliminación también se conoce como “moteo” de Wold.
3En algoritmos de machine learning se conoce como validación cruzada K-fold, acá se usará la letra m

para referirse a los segmentos y M para el total de segmentos.

35



M segmentos, todos los elementos han sido omitidos una vez. Wold (1978) sugiere que la

matriz original puede ser dividida con M entre 4 y 7 segmentos, mientras que Bro y col.

(2008) utilizan M = 7.

Figura 2.5: Patrón de eliminación diagonal de Wold (1978).

El procedimiento propuesto para encontrar el valor apropiado de k en el modelo LB consiste

en utilizar un patrón de eliminación diagonal y tratar esos datos como faltantes en la

generación de los M segmentos, evitando así la eliminación de filas o columnas completas.

En el segmento m, se divide la matriz X en X(−m) y X(m), donde X(−m) contiene todas

las observaciones excepto las omitidas por el patrón de eliminación, mientras que X(m)

contiene solo las observaciones omitidas. Sea W una matriz binaria donde wij = 0 si xij es

excluido y wij = 1 en otro caso. Para un valor fijo k, el modelo LB se ajusta teniendo en

cuenta solo las entradas conocidas, de esa forma la función de pérdida es:

mı́n
µ,A,B

− log(p(X; Θ, W)) (2.36a)

= −log

 n∏
i=1

p∏
j=1

[p(xij; θij)]wij

 (2.36b)

= −
n∑

i=1

p∑
j=1

wij [xijlog(π(θij)) + (1 − xij)log(1 − π(θij))] . (2.36c)

Una vez estimado el espacio de parámetros se pueden predecir los valores eliminados de

la matriz de datos a partir de los umbrales δj determinados para cada variable según se

señaló en la sección 2.5. Con la matriz predicha se calcula la tasa de error equilibrada,

TEE = 1 − TPE. Cuando la medida es calculada teniendo en cuenta toda la matriz

predicha, se denominará error de entrenamiento, pero este indicador puede ser muy flexible
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para medir la tasa de clasificación errada, así que también se realiza el cálculo considerando

solo los datos eliminados inicialmente, este se denominará error de generalización. La

Figura 2.6 presenta una ilustración del procedimiento, mientras que el pseudocódigo se

escribe formalmente en Algoritmo 3.

Algoritmo 3 Algoritmo de validación cruzada para determinar el valor de k en el modelo
LB

Entrada X
Salida k

1: mı́nµ;A;B −∑n
i=1

∑p
j=1 [xijlog(π(θij)) + (1 − xij)log(1 − π(θij))]

2: Calcular δj = arg mı́n
δ

{TEE(xj|δ) : 0 < δ < 1} , j = 1, . . . , p

3: for k = 1 hasta K do
4: for m = 1 hasta M do
5: Separar X en X(−m) y X(m) usando un procedimiento de eliminación diagonal.
6: mı́nµ,A,B −∑n

i=1
∑p

j=1 wij [xijlog(π(θij)) + (1 − xij)log(1 − π(θij))]
7: Estimar Θ̂ = 1nµ̂

T + ÂB̂T

8: Calcular Π̂ = π(Θ̂)
9: Calcular X̂(m), x̂

(m)
ij = 1 si π(Θ) > δj, y x̂

(m)
ij = 0 en otro caso.

10: Calcular TEEk
m = 1 − 1

2

(
V P

V P +F N
+ V N

V N+F P

)
11: end for
12: Calcular EG(k) = 1

M

∑M
m=1 TEEk

m

13: end for
14: k = arg mı́n

k
EG(k)
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Figura 2.6: Proceso de validación cruzada para elegir el valor óptimo de k en el modelo LB.
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2.7. Contribuciones realizadas en este capítulo

A partir de la formulación general, los métodos biplot pueden ser extendidos para encontrar

funciones de pérdida adecuadas a partir de los factores de normalización de las distribuciones

de la familia exponencial. Esto permitió llegar a la función de pérdida de un biplot logístico

desde otra perspectiva, y que puede ser utilizada para formular el biplot para otros tipos

de datos.

El problema de minimización para un modelo LB fue sustituido por otro que resulta más

fácil de resolver, lo que permite acelerar la convergencia de los algoritmos que se usen para

estimar los parámetros del modelo.

Se presenta un procedimiento que permite la elección del número de dimensiones, que hasta

ahora no había sido investigado para un modelo LB. Este método se basa en un algoritmo

de validación cruzada usando un proceso de eliminación que evita perder una columna

o fila de forma completa, de ese modo, se usan sólo los valores conocidos para ajustar el

modelo LB y tomar los datos faltantes generados por el procedimiento para calcular los

indicadores de rendimiento, permitiendo encontrar el punto de inflexión que representa el

valor apropiado para k.

Un resumen de las contribuciones presentadas en este capítulo fueron presentadas en:

I Foro Internacional de Charlas Multidisciplinarias de Análisis de Da-

tos, evento organizado por el Centro de Investigación de Estadística Multivariante

Aplicada (CIEMA) de la Universidad de Colima, México. Celebrado del 08 y 19 de

junio del 2020, con el trabajo “El impacto de la estadística para la toma de decisiones.

Un análisis de las comorbilidades de fallecidos por el SARS-CoV-2 usando biplot

logístico”.

Celebración de los 13 años de la Facultad de Ciencias Exactas y Na-

turales, evento organizado por la Universidad de Cartagena, el día 05 de junio del

2020, con la conferencia “La estadística: Métodos que generan valor en la toma de

decisiones”.
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Capı́tulo 3
Biplot logístico usando algoritmos de
aprendizaje automático

3.1. Introducción

En la actualidad se cuenta con acceso a un gran volumen de datos, esto ha llevado a que los

métodos estadísticos también se tengan que adaptar a las nuevas necesidades para el análisis

de la información a partir de nuevas herramientas que permiten modelar y comprender

conjuntos de datos complejos. James y col. (2013) lo denominan aprendizaje estadístico,

un área recientemente desarrollada en estadística que se combina con desarrollos paralelos

en informática y, en particular de aprendizaje automático más conocido como machine

learning.

El campo abarca muchos métodos, en los cuales se usan diferentes modelos de optimización

matemática para determinar la solución más eficiente a un problema de maximización o de

minimización de una función objetivo, que ha sido definida para medir el rendimiento del

ajuste de un modelo. En general, puede ser computacionalmente difícil encontrar el óptimo

global de un modelo generalizado para una matriz de bajo rango, pero hay varias formas

hacerlo (Udell y col., 2016). En la literatura se presenta una amplia variedad de algoritmos

para la factorización de matrices. Por ejemplo, existen métodos de minimización alternante

(De Leeuw, 1984; Vicente-Villardon y col., 2006), métodos de Newton alternantes (Singh

y Gordon, 2008b), descenso de gradiente (Recht y col., 2012; Recht y col., 2011), gradientes

conjugados (Rennie y Srebro, 2005; Srebro y Jaakkola, 2003), métodos EM (Mazumder

y col., 2010; Tipping y Bishop, 1999) y, métodos de Mayorización y Minimización (MM)
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(De Leeuw, 2006; Landgraf y Lee, 2020; Song y col., 2020).

Los métodos de optimización multivariante se pueden clasificar en algoritmos que no usan

el gradiente, los que usan el gradiente y los que usan la matriz hessiana. Los algoritmos

que no se basan en el gradiente no resultan muy eficientes porque suelen ser costosos

computacionalmente, aunque son útiles en escenarios donde resulta complejo diferenciar la

función objetivo (Powell, 2008), así que no son considerados en este trabajo. En el caso de

la función de pérdida de un modelo LB, se puede proporcionar el gradiente y de esta forma

indicar la dirección de búsqueda que debe seguir el algoritmo, así que es posible adaptar

algoritmos como el descenso del gradiente o métodos no lineales que usan el gradiente

conjugado para estimar los parámetros del modelo.

Como se presentó previamente, el algoritmo alternante propuesto por (Vicente-Villardon

y col., 2006) usa la matriz hessiana para llegar a una solución del problema, pero el

algoritmo requiere de una doble iteración. También se presentó el procedimiento externo

propuesto por (Demey y col., 2008). Sin embargo, estos métodos pueden llegar ser muy

exigentes desde un punto de vista computacional cuando se tiene grandes volúmenes de

datos o cuando la matriz de datos es dispersa.

Para resolver este problema, en este capítulo se explora un enfoque a partir del gradiente

conjugado y otro a partir de la función sustituta con el fin de usar un método MM.

Estas formulaciones permiten llegar a soluciones que se basan en algoritmos que requieren

especificar un punto de arranque por el usuario, denotado por Θ0, µ0, A0 o B0. En general,

asignar un punto de partida adecuado puede contribuir en una reducción del tiempo

necesario para encontrar el minimizador. Por ejemplo, un buen punto de arranque podría

estar dado por las coordenadas principales o componentes principales, pero solo este paso

podría ser costoso computacionalmente para grandes volúmenes de datos, por esto se ha

decidido utilizar entradas no informativas a partir de valores aleatorios con distribución

uniforme y así adaptar los algoritmos desde una perspectiva más general.

Este capítulo está organizado de la siguiente manera: la sección 3.2 presenta la propuesta

para la adaptación de los algoritmos basados en el gradiente conjugado para estimar los

parámetros del modelo LB; en la sección 3.3 se presenta un enfoque que usa un procedimiento

basado en un método MM para usar la función sustituta y aplicar un algoritmo de descenso
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coordinado por bloques para estimar los parámetros del modelo LB; en la sección 3.4 se

hace un resumen de las medidas que se usan para medir el rendimiento de los algoritmos que

se van a comparar. Para generar escenarios que permitan la comparación de los diferentes

modelos, se simulan matrices binarias, el procedimiento utilizado se presenta en la sección

3.5 y en la sección 3.6 se realiza la descripción del proceso de Monte Carlo y se presentan

los resultados obtenidos. Finalmente, en la sección 3.7 se realiza una aplicación utilizando

datos reales sobre metilaciones del ADN.

3.2. Algoritmo del gradiente conjugado

Una de las técnicas más conocidas es el algoritmo del descenso del gradiente, el cual permite

resolver el problema de minimización desde un enfoque basado en el gradiente de la función.

El algoritmo se basa en actualizar cada parámetro Θ = (θ1, . . . , θn)T usando una velocidad

o tasa de aprendizaje α. Sin embargo, una de las limitaciones del algoritmo del descenso del

gradiente es que la velocidad de aprendizaje, α, no se actualiza automáticamente a partir

de los resultados que se van obteniendo en cada iteración. Por el contrario, los métodos

basados en el gradiente conjugado permiten resolver este inconveniente, proporcionando

una dirección de búsqueda.

Los métodos de gradiente conjugado se atribuyen a Hestenes y Stiefel (1952), quienes

propusieron un algoritmo para conjuntos de ecuaciones lineales. En la década de 1960, los

métodos de gradiente conjugado se extendieron para resolver problemas de otro tipo de

funciones. El primer algoritmo de gradiente conjugado no lineal fue propuesto por Fletcher

y Reeves (1964), y luego en Polak y Ribiere (1969) y Polyak (1969). Con el pasar de los

años se han propuesto muchas variantes; algunas de éstas son adaptadas al modelo LB y

son presentadas en esta sección.

Una de las características clave de estos algoritmos es que no requieren del almacenamiento

de una matriz, por lo que el desempeño suele ser bastante eficiente. Dentro de las propiedades

más destacadas del algoritmo es su capacidad de generar, de forma automática y sin mayor

costo computacional, un conjunto de vectores con una propiedad conocida como conjugada,

de modo que calcula el nuevo vector dl utilizando solo el vector anterior dl−1, así que no

necesita del conocimiento (ni almacenamiento) de todos los demás vectores conjugados
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dl−2, . . . , d1, por eso el método es considerado de poca memoria, lo que representa que

sea de bajo coste computacional y puede llegar a ser eficiente en contextos de big data

(Nocedal y Wright, 2006).

El procedimiento general de optimización parte de un punto θl, a partir del gradiente se

identifica la dirección de descenso con mayor pendiente, dT
l , y para calcular la velocidad

de aprendizaje αl se lleva a cabo una estrategia de búsqueda en línea que identifique el

mínimo aproximado de L (Θ) a lo largo de dl, posteriormente un parámetro βl define la

regla para la actualización de la dirección basada en el gradiente, que permite actualizar

de forma simultánea el espacio de parámetros. De acuerdo con lo anterior, el algoritmo

está incompleto sin especificar un método de búsqueda de línea y la regla de actualización,

por lo que se describen a continuación.

3.2.1. Métodos de búsqueda en línea

En los métodos de búsqueda en línea, el algoritmo elige una dirección dl y busca a lo largo

de esta dirección desde la iteración actual Θl para lograr una nueva iteración con un valor

más bajo de la función de pérdida. La velocidad de aprendizaje α en el paso l, se puede

encontrar aproximando la solución al siguiente problema de minimización univariante a lo

largo de una dirección dl

mı́n
α>0

L (Θ + αdl) . (3.1)

Resolver (3.1) de forma exacta puede ser costoso e innecesario (Nocedal y Wright, 2006),

para ello se han propuesto varias reglas para encontrar el valor de αl, que garantizan la

convergencia global del algoritmo de optimización, estas son conocidas como reglas de

minimización direccional.

Los algoritmos de búsqueda de línea, en general, prueban una secuencia de valores candidatos

para la velocidad de aprendizaje, y se detienen cuando uno de estos valores cumple con

ciertas condiciones. Para el modelo LB, una condición simple que debe ser impuesta sobre αl

es requerir una reducción en la función de pérdida L, de modo que L (Θl + αldl) < L (Θl),

pero este requisito no es suficiente para obtener una convergencia. Un ejemplo sencillo

se puede observar con una función convexa, la Figura 3.10 muestra que el mínimo está

por debajo de cero, y aunque la secuencia de iteraciones de xl para la cual la función
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f(xl) = a/l donde a es un valor constante, produce una disminución en cada iteración,

su límite tiende a cero. La reducción insuficiente de la función en cada paso hace que el

algoritmo no logre una convergencia al punto mínimo (Nocedal y Wright, 2006). Para evitar

el problema anterior, es necesario que se cumpla una condición de disminución suficiente.

Figura 3.1: Condición de reducción en la función de pérdida.

Un requerimiento en los algoritmos de gradiente conjugado para lograr una convergencia

en la implementación es que se cumplan las condiciones de Wolfe, que están dadas por una

condición de disminución suficiente, conocida como condición de Armijo y una condición

de curvatura (Pytlak, 2008). La condición impuesta sobre αl es denominada condición de

Armijo, que establece la siguiente desigualdad:

L (Θl + αdl) ≤ L (Θl) + c1α∇LT
l dl, (3.2)

para una constante c1 ∈ (0, 1). Esto significa que la reducción en la función de pérdida

debe ser proporcional a la velocidad de aprendizaje αl y a la dirección ∇LT
l dl.

Aunque la condición de Armijo impone cotas sobre el tamaño de la velocidad de aprendizaje

en la dirección del descenso, puede ocurrir que la velocidad de aprendizaje sea tan pequeña

que no haya una convergencia, así que Wolfe incluye una segunda condición de curvatura,

donde se requiere que dado el valor de α se cumpla:

∇L (Θl + αldl)T dl ≤ c2∇LT
l dl, (3.3)

con c2 ∈ (c1, 1) y c1 la constante establecida en la condición de Armijo. La parte de la

izquierda corresponde a la derivada de L (Θ + αdl) con respecto a αl, que regularmente se

denota por ϕ′(αl). Así que esta condición impone que la pendiente de ϕ en αl sea mayor
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que c2 veces la pendiente inicial. Esto tiene mucho sentido porque si la pendiente es muy

negativa entonces esto es un indicador de que se puede decrecer mucho en esa dirección,

en cambio si la pendiente no es tan negativa o es positiva entonces es una señal de que la

búsqueda debe terminar porque no se puede esperar una mayor disminución. En ocasiones

se requiere modificar la condición de curvatura para forzar que αl se ubique en al menos

una vecindad de un minimizador local o punto estacionario de ϕ. Las condiciones fuertes

de Wolf requieren que dado αl se cumpla

L (Θl + αdl) ≤ L (Θl) + c1α∇LT
l dl,∥∥∥∇L (Θl + αldl)T dl

∥∥∥ ≤ c2

∥∥∥∇LT
l dl

∥∥∥ , (3.4)

con 0 < c1 < c2 < 1. En la práctica es usual tomar valores de c1 cercanos a cero y c2 = 0.9

cuando las direcciones de búsqueda dl se eligen con métodos Newton o de cuasi-Newton;

mientras que c2 = 0.1 es usual cuando dl es obtenido por un método de gradiente conjugado

no lineal (Nocedal y Wright, 2006).

3.2.2. Adaptación del algoritmo del gradiente conjugado a un
biplot logístico

Sea ∇L (Θ) una matriz donde el ij-ésimo elemento es igual a π(θij) − xij, que puede ser

expresado en forma matricial como

∇L (Θ) = Π − X. (3.5)

Puesto que θij = µj + aT
i bj, entonces L (Θ) es una función que involucra las matrices A

y B a través de π(θij) = π(µj + aT
i bj). De esta forma, también es posible calcular las

derivadas parciales con respecto a µ, A, y B, así:

∂f(θij)
∂ais

= −
[
xij

1
π(θij)

∂π(θij)
∂ais

+ (1 − xij)
1

1 − π(θij)
+ ∂(1 − π(θij))

∂ais

]
. (3.6)

Usando el resultado obtenido en la ecuación (9) de la sección I.2, donde

∂π(θij)
∂ais

= bjsπ(θij)(1 − π(θij)), (3.7)
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y
∂(1 − π(θij))

∂ais

= −bjsπ(θij)(1 − π(θij)), (3.8)

entonces

∂f(θij)
∂ais

= bjs(π(θij) − xij), s = 1, . . . , k. (3.9)

De forma análoga se puede obtener las derivadas parciales con respecto a bjs, así:

∂f(θij)
∂bjs

= −
[
xij

1
π(θij)

∂π(θij)
∂bjs

+ (1 − xij)
1

1 − π(θij)
∂(1 − π(θij))

∂bjs

]
(3.10)

= ais(π(θij) − xij), s = 1, . . . , k, (3.11)

donde ∂π(θij)
∂bjs

= aisπ(θij)(1 − π(θij)).

Para el término de desplazamiento del modelo, las derivadas parciales con respecto a µj

son:

∂f(θij)
∂µj

= −
[
xij

1
π(θij)

∂π(θij)
∂µj

+ (1 − xij)
1

1 − π(θij)
∂(1 − π(θij)

∂µj

]
(3.12)

= (πij − xij). (3.13)

Estas derivadas se pueden expresar de forma matricial de la siguiente manera:

∂L
∂µ

= (Π − X)T 1n (3.14)

∂L
∂A

= (Π − X) B (3.15)
∂L
∂B

= (Π − X)T A (3.16)

La inicialización del algoritmo comienza en el punto Θ0 = 1nµT
0 + A0BT

0 , que puede ser

configurado por el usuario o mediante una inicialización aleatoria. Para una inicialización

aleatoria, todos los elementos de A0 = (a0
1, . . . , a0

n)T , B0 = (b0
1, . . . , b0

k) y µ0 se pueden

generar a partir de una distribución uniforme. La primera dirección de búsqueda dT
l es

elegida como la dirección de descenso más empinada desde el punto inicial Θ0; luego, se

usa un método de búsqueda de línea para calcular el parámetro de longitud de paso αl, y

usando un escalar βl, se define la regla para actualizar la dirección basada en el gradiente

en cada iteración, para de esta forma actualizar simultáneamente µ, A y B, y así estimar el
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espacio natural de los parámetros Θ. El pseudocódigo se escribe formalmente en Algoritmo

4.

Algoritmo 4 Algoritmo basado en el Gradiente Conjugado para ajustar el modelo biplot
logístico

Entrada X
Salida µ, A, B

1: Inicializar µ0, A0, B0
2: Θ0 = 1nµT

0 + A0BT
0

3: ∇L0 = ∇L (Θ0)
4: d0 = −∇L0
5: l = 0
6: repeat
7: Πl = π (Θl)
8: αl = arg mı́nα>0 L (Θl + αdl)
9: Al+1 = Al + αl (Πl − X) Bl

10: Bl+1 = Bl + αl (Πl − X)T Al
11: µl+1 = µl + αl (Πl − X)T 1n

12: Θl+1 = 1nµT
l+1 + Al+1BT

l+1
13: ∇Ll+1 = π (Θl+1) − X
14: Calcular βl+1 de acuerdo con alguna de las formulas dadas en (3.17)
15: dl+1 = −∇Ll+1 + βl+1dl
16: until (L (Θl) − L (Θl+1)) /L (Θl) < ϵ

Como se ha señalado hasta ahora, este es un método que se considera de bajo costo

computacional debido a que en cada iteración solo requiere la evaluación del gradiente y

la función de pérdida, convirtiéndolo en un algoritmo eficiente para grandes conjuntos de

datos (Nocedal y Wright, 2006; Pytlak, 2008). Para actualizar la dirección basada en el

gradiente, se utilizan cuatro fórmulas: Fletcher–Reeves (FR) (Fletcher y Powell, 1963),

Polak–Ribière–Polyak (PRP) (Polyak, 1969), Hestenes–Stiefel (HS) (Hestenes y Stiefel,

1952) y Dai–Yuan (DY) (Dai y Yuan, 1999), que para el modelo del biplot logístico se

pueden escribir como

βF R
l+1 = ∥∇Ll+1∥2

∥∇Ll∥2 ; βP RP
l+1 = ∇LT

l+1∆l

∥∇Ll∥2 ; βHS
l+1 = ∇LT

l+1∆l

dT
l ∆l

; βDY
l+1 = ∥∇Ll+1∥2

dT
l ∆l

, (3.17)

donde ∆l = ∇Ll+1 − ∇Ll, y ∥·∥ es la norma euclidiana. Las formulas para actualizar la

dirección de búsqueda han sido muy investigadas en la literatura y en general corresponden

a combinaciones de las cuatro formulas mencionadas previamente (Andrei, 2008; Dai

y Yuan, 2001; Dong y col., 2015; Liu y Li, 2014; Yuan y Zhang, 2013; Yuan y col., 2019;
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Zhang y col., 2006), de modo que cualquiera de estas podría utilizarse en el Algoritmo 4

para ajustar el modelo de LB.

Para lograr la convergencia en la implementación del algoritmo del gradiente conjugado, a

menudo se requiere que la longitud de paso obtenida con una búsqueda de línea sea exacta o

satisfaga las condiciones fuertes de Wolfe. Se ha demostrado que el método Fletcher-Reeves

converge globalmente bajo una búsqueda en línea que cumpla las condiciones fuertes de

Wolfe con c2 < 1/2 (Al-Baali, 1985; Dai y Yuan, 1996), por lo que esta condición asegura

que todas las direcciones dl son direcciones descendentes desde L.

3.3. Algoritmo de descenso coordinado por bloques

Los métodos de descenso coordinado por bloques (BCD), también conocidos como algoritmo

no lineal de Gauss-Seidel, son un conjunto de algoritmos de optimización que realizan una

actualización de parámetros por bloques de forma secuencial en cada iteración. Una forma

de realizar la optimización consiste en utilizar métodos alternados en cada iteración para

actualizar un bloque de parámetros mientras los demás permanecen fijos.

Entre las ventajas que se le atribuyen a este método se encuentran (Sun y col., 2016):

1. Cada subproblema puede ser más sencillo de resolver e incluso puede tener una

solución exacta.

2. La función de pérdida decrece con cada iteración.

3. Es posible implementar procesos de computación en paralelo o distribuidos.

En la sección 2.4 se presentó la función sustituta para el biplot logístico, de modo que el

espacio de parámetros Θ puede ser divido en bloques y sobre la función sustituta aplicar el

algoritmo de descenso coordinado por bloques. Como se señaló en el capítulo anterior, esto

se conoce como un método MM, que tiene un primer paso “M” que consiste en mayorizar

la función de pérdida y luego se realiza un segundo paso “M” donde se aplica un algoritmo

que permite minimizar la función mayorizada.

De acuerdo con el Teorema 2 que fue demostrado en la sección 2.4, la función de pérdida
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de un modelo LB, L (Θ), puede ser mayorizada por

G
(
Θ|Θ(l)

)
= 1

8 ∥Θ − Zl∥2
F , (3.18)

donde Zl = Θ(l) + 4 (X − Πl), con Πl = π(Θ(l)). Reemplazando el espacio de parámetros

por Θ = 1nµT + ABT , el problema de minimización se puede escribir como

mı́n
µ,A,B

∥∥∥1nµT + ABT − Zl

∥∥∥2

F
. (3.19)

Los parámetros del modelo LB pueden ser estimados de forma secuencial mediante el algo-

ritmo BCD. Teniendo en cuenta que θij = µj + aT
i bj entonces el problema de minimización

para la l-ésima iteración se puede escribir como

G
(
Θ|Θ(l)

)
= 1

8

n∑
i=1

p∑
j=1

(
µj + aT

i bj − z
(l)
ij

)2
. (3.20)

Al fijar A y B se define z
∗(l)
ij = z

(l)
ij − aT

i bj , de modo que el estimador de µj se obtiene como

µ̂j = arg mı́n
µj

n∑
i=1

(
µj − z

∗(l)
ij

)2
(3.21)

= arg mı́n
µj

n∑
i=1

(
z

∗(l)
ij − µj

)2
(3.22)

Que corresponde a un problema de mínimos cuadrados, así que:

µ̂j = 1
n

n∑
i=1

z
∗(l)
ij (3.23)

= 1
n

n∑
i=1

(
z

(l)
ij − aT

i bj

)
(3.24)

Al expresarlo en términos matriciales, la solución para el vector de desplazamiento en la

iteración l es

µ = 1
n

(
Zl − ABT

)T
1n. (3.25)

En este punto se requiere una restricción adicional para tener una solución única al problema

de encontrar un subespacio afín para los datos. Entonces, para lograr que el modelo sea

identificable se considera que 1T
n ABT = 0. De esta manera µ se puede estimar con el vector
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de medias de cada columna de la matriz Zl,

µ = 1
n

ZT
l 1n. (3.26)

Para actualizar en la l-ésima iteración los bloques de parámetros definidos por A y B

después de haber estimado µ, se puede definir z
(l)
ij,(c) = z

(l)
ij − µj, que en forma matricial es

Zc
l = Zl − 1nµT (3.27a)

= Zl − 1
n

1n1T
n Zl (3.27b)

= Zl

(
I − 1

n
1n1T

n

)
(3.27c)

= PZl (3.27d)

De esta manera, el problema de optimización se reduce a

mı́n
A,B

∥∥∥ABT − PZl

∥∥∥2

F
, (3.28)

donde P = I − 1
n
1n1T

n es la matriz que centra las columnas. De modo que la mejor

aproximación de A y B en la l-ésima iteración se obtiene de Zc
l = UΛVT , donde se tomará

A = UΛ y B = VT . Nótese que por defecto se obtiene que BT B = I.

Para inicializar el algoritmo basado en el método MM, los elementos de Θ0 = 1nµT
0 +A0BT

0 ,

pueden ser tomados de una distribución uniforme. El pseudocódigo se describe en el

Algoritmo 5.

3.4. Medidas de desempeño para la evaluación del
modelo

Para evaluar el rendimiento de los algoritmos basados en el grandiente conjugado y el

algoritmo basado en el método MM, se utiliza el error de entrenamiento presentado en

la sección 2.5, que se define como el promedio de la tasa de clasificación errónea cuando

se usa la estructura con k dimensiones generada por el modelo LB con el conjunto de

entrenamiento.
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Algoritmo 5 Algoritmo de descenso coordinado por bloques para ajustar el modelo biplot
logístico

Entrada X
Salida µ, A, B

1: Inicializar µ0, A0, B0
2: Θ0 = 1nµT

0 + A0BT
0

3: l = 0
4: repeat
5: Πl = π (Θl)
6: Zl = Θl + 4 (X − Πl)
7: µ(l+1) = 1

n
Zl1n

8: Zc
l+1 = PZl, con P = I − 1

n
1n1T

n

9: Zc
l+1 = UΛVT

10: Al+1 = UΛ
11: Bl+1 = V
12: Θl+1 = 1nµT

l+1 + Al+1BT
l+1

13: until (L (Θl) − L (Θl+1)) /L (Θl) < ϵ

Considerando que la tasa de error equilibrada, TEE, calculada sobre todo el conjunto

de datos de entrenamiento puede llegar a ser muy optimista al momento de calcular la

tasa de clasificación errónea, también se tendrá en cuenta el procedimiento de validación

cruzada propuesto para un modelo LB que fue presentado en la sección 2.6, donde se usa un

conjunto de datos de prueba que es independiente del conjunto de datos de entrenamiento.

Debido a que el modelo LB es un método multivariante no supervisado, el procedimiento

de validación cruzada permite encontrar el número de dimensiones que se deben retener

en el modelo (Bro y col., 2008; Fu y Perry, 2020; Gabriel, 2002; Owen, Perry y col., 2009;

Wold, 1978). Por lo tanto, constituye un valor estimado del hiperparámetro k que permite

evaluar la capacidad de los diferentes algoritmos de estimación para identificar el espacio

de baja dimensión.

También se mide la capacidad que tienen los modelos basados en cada algoritmo para

recuperar la matriz canónica de parámetros dada por el log-odds, Θ; para esto, se usa el

error cuadrático medio relativo (RMSE), definido como

RMSE(Θ) =

∥∥∥Θ − Θ̂
∥∥∥2

F

∥Θ∥2
F

. (3.29)

donde Θ la verdadera matriz de parámetros y Θ̂ es la matriz estimada por el modelo LB

usando alguno de los algoritmos propuestos.
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3.5. Proceso de simulación de la matriz de datos

Los conjuntos de datos se simularon a partir de un modelo de variables latentes con

diferentes niveles de dispersión y con una estructura de baja dimensión según el modelo

LB, Θ = 1nµT + ABT .

Cada columna de la matriz de marcadores columna B = (b1, . . . , bk) es obtenida desde

una distribución normal estándar. Posteriormente la matriz B es sometida a un proceso de

ortogonalización de Gram-Schmidt para asegurar BT B = Ik. La matriz de marcadores fila

A se obtiene de una distribución normal multivariante con vector de medias cero, y matriz

de varianzas y covarianzas igual a la matriz identidad. El término de compensación o

desplazamiento µ se utiliza como control del nivel de dispersión en la matriz, determinado

por una constante 0 < D < 1. De esta forma el log-odds Θ permite tener la estructura en

un subespacio de dimensión k < p.

Una vez simulado Θ se puede calcular la matriz de probabilidades usando la función

logística, Π = π(Θ), con lo cual la matriz X se puede obtener como realizaciones de

variables aleatorias xij con distribución Bernoulli con parámetro π(θij), que es el ij-ésimo

elemento de la matriz Π. El Algoritmo 6 presenta el pseudocódigo para generar la matriz

binaria X.

Algoritmo 6 Algoritmo para simular matrices de datos binarias
Entrada n, p, k, D.
Salida X, Θ, µ, A, B

1: B = (b1, . . . , bk) con bj ∼ N (0, 1), j = 1, . . . , k.
2: procedure Ortogonalización de Gram–Schmidt
3: BT B = Ik

4: end procedure
5: µ = (µ1, . . . , µp)T con µi = ln

(
D

1 − D

)
6: A ∼ N (0, Ik)
7: Θ = 1nµT + ABT

8: X = (x1, . . . , xn)T , con xij ∼ Ber(π(θij)), π(θij) = {1 + exp(−θij)}−1.
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3.6. Estudio de Monte Carlo

Se simularon matrices binarias con n = 100, 300, 500; p = 50, 100; k = 3; y D =

0.5, 0.3, 0.2, 0.1, donde el parámetro D representa la proporción de unos en la matriz

X. El propósito de generar diferentes niveles de dispersión en la matriz de datos se hace

para verificar si esto afecta el rendimiento de los algoritmos para encontrar la estructura

de baja dimensión del modelo LB. Las combinaciones de n, p, k y D generan los diferentes

escenarios; en cada escenario se simulan R matrices de forma independiente y se calculan las

medidas basadas en el error de entrenamiento, el error de generalización determinado por

la validación cruzada y RMSE para evaluar el desempeño de los algoritmos. A continuación

se enuncian los pasos del proceso de Monte Carlo:

1. Usando el algoritmo 6, generar R matrices binarias X1, . . . , XR de n filas y p columnas,

con desequilibrio D y estructura de baja dimensión k = 3.

2. Conservar las matrices de los marcadores fila A1, . . . , AR, así como las matrices de

marcadores columna B1, . . . , BR, el espacio de parámetros Θ1, . . . , ΘR y la matriz

de probabilidades Π1, . . . , ΠR.

3. Hacer k = 1.

4. Para cada matriz Xi, i = 1, . . . , R, ajustar el modelo LB usando los algoritmos

basados en el gradiente conjugado: FR, PRP, HS y DY, y el algoritmo del descenso

coordinado por bloques (denominado acá MM).

5. Cada algoritmo proporciona una matriz de marcadores fila y de marcadores columna

que permiten estimar el espacio de parámetros:
{
Θ̂F R

i , Θ̂P RP
i , Θ̂HS

i , Θ̂DY
i , Θ̂MM

i

}
,

para i = 1 . . . , R.

6. Calular la habilidad que cada algoritmo tiene para recuperar el log-odds, Θ, usando

el error cuadrático medio relativo de la estimación del espacio de parámetros, así:

RMSE(Θi) =

∥∥∥Θi − Θ̂i

∥∥∥2

F

∥Θi∥2
F

, i = 1, . . . , R. (3.30)
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7. Calcular las matrices predichas con cada algoritmo:
{
Π̂F R

i , Π̂P RP
i , Π̂HS

i , Π̂DY
i , Π̂MM

i

}
,

para i = 1 . . . , R.

8. Calcular el umbral, δj, que minimiza la tasa de error equilibrada para la variable j,

para j = 1 . . . , p en cada matriz Xi, i = 1, . . . , R.

9. Estimar las matrices de datos con el modelo generado por cada algoritmo{
X̂F R

i , X̂P RP
i , X̂HS

i , X̂DY
i , X̂MM

i

}
, para i = 1 . . . , R.

10. Para cada matriz X̂a
i con i = 1 . . . , R y a = {FR, PRP, HS, DY, MM}, aplicar el

algoritmo 3, de validación cruzada y obtener el error de entrenamiento y el error de

generalización para cada matriz con cada algoritmo.

11. Calcular el error de validación cruzada (cv error) y el error cuadrático medio relativo

(RMSE), como la media de los errores de generalización y la desviación estándar de

la estimación usando un estimador bootstrap, así

cv_errora = 1
R

R∑
i=1

EGa
i (3.31)

RMSE(Θa) = 1
R

R∑
i=1

RMSE(Θa
i ) (3.32)

eea =

√√√√ 1
R

R∑
i=1

(EGa
i − cv_errora)2 (3.33)

12. Si el valor de k es menor que 5 entonces hacer k = k + 1 y volver al paso 4.

La ilustración del proceso se presenta en la Figura 3.2. En el paso 10, la medida del error es

calculada sobre todos los valores de la matriz predicha y también se hace sobre los valores

faltantes, en el primer caso se denomina error de entrenamiento y en el segundo caso se

denomina error de validación o cv_error. Se usó un valor de R = 30 que generó errores

estándar menores a 1 % en la estimación de las dos métricas del error.

Para la simulación de Monte Carlo se escribió un código en R y se utilizó un enfoque de

programación funcional y un procesamiento paralelo. El código computacional se encuentra

en el Anexo A y en el repositorio de GitHub jgbabativam.
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Figura 3.2: Proceso de Monte Carlo para comparar el rendimiento de los algoritmos.

3.6.1. Resultados para matrices balanceadas

La Figura 3.3 presenta el error de validación cruzada de los algoritmos basados en el

gradiente conjugado y el algoritmo de descenso coordinado por bloques usando la función

mayorizada (MM) cuando la matriz X está balanceada. Se destaca que en todos los tamaños

de muestra estudiados (n = 100, 300, 500) y cantidad de columnas (p = 50, 100), los cinco

algoritmos permiten llegar a una selección adecuada del modelo LB debido a que el error

se minimiza en k = 3, que corresponde a la dimensionalidad real. Para k > 3, los cinco
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métodos de estimación comenzaron a presentar sobreajuste.
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Figura 3.3: Error de validación cruzada con datos balanceados.

Como se esperaba, el error de entrenamiento tiene un comportamiento descendente cuando

el valor de k se incrementa. La Figura 3.4a presenta la tasa de error equilibrada, TEE,

cuando se tiene en cuenta toda la matriz X en el cálculo del error. Como se puede observar,

la pendiente se desacelera cuando se alcanzan las tres dimensiones subyacentes en la matriz,

así que un criterio de codo podría ser utilizado como señal del número de dimensiones a

elegir.

En la Figura 3.4b se presenta la estimación del error cuadrático medio relativo (RMSE) para

la matriz Θ; vemos que los algoritmos basados en el gradiente conjugado y el algoritmo MM

muestran resultados similares cuando el número de dimensiones elegidas para el modelo

LB es menor o igual a 3. Mientras que, cuando el modelo tiene más de las tres dimensiones,

los algoritmos basados en el gradiente conjugado presentan un RMSE más bajo que el

algoritmo MM, aunque, para un valor fijo de p, estas brechas se cierran a medida que n se

aumenta.
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(a) Error de entrenamiento.
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Figura 3.4: Error de entrenamiento y RMSE con datos balanceados.

3.6.2. Resultados para matrices desbalanceadas

En el proceso de simulación el grado de desequilibrio se controla con el parámetro D,

que representa la proporción de unos en la matriz. La Figura 3.5a–c muestra los errores

de validación cruzada cuando los datos están desequilibrados con D = 0.3, 0.2 y 0.1,

respectivamente. En todos los escenarios estudiados se observa que el error se minimiza

cuando se alcanzó el número de dimensiones subyacentes en el espacio de las variables. De

modo que el grado de desequilibrio no afecta el rendimiento de los algoritmos en términos

de encontrar correctamente el número de dimensiones.
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(b) D = 0.2
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(c) D = 0.1

Figura 3.5: Error de validación cruzada para conjuntos de datos desequilibrados
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Figura 3.6: Error de entrenamiento para conjuntos de datos desequilibrados.
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Figura 3.7: Estimación del error cuadrático medio de Θ para conjuntos de datos desbalan-
ceados.
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El error de entrenamiento para conjuntos de datos desequilibrados con diferentes niveles de

dispersión se presenta en la Figura 3.6a–c. En todos los escenarios estudiados se observa

que el porcentaje de pérdida en el error de entrenamiento se estabiliza a partir de la tercera

dimensión. De esta forma, los diferentes algoritmos permiten seleccionar adecuadamente el

número de dimensiones utilizando el método del codo y no se ven afectados por el grado

de desequilibrio de la matriz.

La Figura 3.7a–c presenta la habilidad que tienen los diferentes algoritmos para recuperar

la matriz de parámetros. El RMSE de la estimación del log-odds, Θ, para los diferentes

niveles de dispersión permite observar que los algoritmos presentan rendimientos similares.

Para los escenarios con p = 50, se observa que el RMSE se aumenta de forma importante

cuando el número de dimensiones elegido para el modelo es mayor que 3, en especial cuando

el número de observaciones (n) tiende a disminuir y se tiene un alto grado de dispersión

(D = 0.1), originando unas brechas importantes en el rendimiento de los algoritmos basados

en el gradiente conjugado y el método MM con el algoritmo de descenso coordinado por

bloques, aunque estas diferencias disminuyen cuando el valor de p o el valor de n se

aumenta. En conclusión, para mantener un control del error cuadrático medio, resulta de

gran relevancia una apropiada elección del hiperparámetro k en el modelo LB, donde la

metodología basada en la validación cruzada propuesta en este trabajo mostró ser exitosa.

3.6.3. Desempeño computacional

El rendimiento computacional de los algoritmos se midió en una computadora con un

procesador Intel Core i7-3517U con 6 GB de RAM. La Tabla 3.1 muestra el tiempo de

ejecución en segundos para 100 réplicas con k = 3 y un criterio de parada de ϵ = 10−4. Los

cinco algoritmos presentan tiempos de ejecución competitivos y convergen relativamente

rápido cuando el máximo de los cambios absolutos de los parámetros estimados en dos

iteraciones consecutivas fue inferior a 10−4.

Los tiempos de CPU de los algoritmos basados en el gradiente conjugado, en general,

tuvieron tiempos similares y presentaron un mejor desempeño que el algoritmo MM cuando

p = 50 y el nivel de dispersión comienza a ser alto (D ≤ 0.2), o cuando n = 100, p = 100 y

D = 0.1. En los demás casos, el algoritmo basado en el método MM de descenso coordinado
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por bloques obtenido desde la función sustituta funcionó mejor, especialmente cuando n y

p aumentaron, lo que resultó en un rendimiento que fue hasta seis veces más rápido que

los algoritmos basados en el gradiente conjugado en escenarios equilibrados.

Tabla 3.1: Tiempo de ejecución en segundos para ajustar el modelo LB con k = 3, ϵ = 10−4

y 100 repeticiones.

n p D DY FR HS PR MM

100 50 0.1 29.9 30.1 29.9 29.9 166.1
300 50 0.1 84.6 85.4 85.0 85.3 276.3
500 50 0.1 141.2 141.5 141.9 141.1 356.3
100 100 0.1 58.2 57.8 57.9 58.6 115.1
300 100 0.1 168.6 167.4 168.9 169.4 155.3
500 100 0.1 302.4 279.6 330.8 322.3 215.5
100 50 0.2 30.1 30.1 30.3 30.1 60.8
300 50 0.2 102.8 103.1 102.5 100.8 133.3
500 50 0.2 141.7 159.3 142.4 141.9 140.1
100 100 0.2 62.4 58.4 63.6 58.6 35.7
300 100 0.2 169.8 169.0 168.4 168.9 67.3
500 100 0.2 283.0 288.0 281.9 283.1 99.5
100 50 0.3 30.1 30.6 30.2 30.4 36.6
300 50 0.3 86.2 86.6 86.2 86.2 60.1
500 50 0.3 143.1 143.2 143.0 143.9 99.3
100 100 0.3 58.7 59.0 58.8 58.8 26.8
300 100 0.3 170.5 170.5 170.3 169.7 50.1
500 100 0.3 284.2 284.5 284.4 284.6 77.3
100 50 0.5 30.2 31.1 32.6 30.9 27.6
300 50 0.5 87.1 98.7 87.5 86.9 55.8
500 50 0.5 145.6 144.6 145.4 144.8 103.0
100 100 0.5 58.7 58.9 59.2 59.2 18.8
300 100 0.5 170.8 171.2 171.0 171.1 30.2
500 100 0.5 286.4 327.9 290.6 341.6 56.4

3.7. Aplicación

Para aplicar la metodología propuesta, se utilizan los datos del Genomic Determinants

of Sensitivity in Cancer 1000 (GDSC1000) de la investigación de Iorio y col. (2016), de

donde se pueden extraer diferentes tipos de información sobre líneas celulares de cáncer

provenientes de más de 11 mil tumores para 30 tipos de cáncer que integran mutaciones

somáticas, copia del número de alteraciones (CNA), metilaciones del ADN y cambios de

expresión de genética. Las primeras tres son obtenidas como datos binarios mientras que
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la expresión genética está medida con variables cuantitativas que son continuas.

Para ilustrar los métodos, se utilizan los datos de metilación, y para facilitar la interpretación

de los resultados, se incluyeron tres tipos de cáncer: carcinoma invasivo de mama (BRCA),

adenocarcinoma de pulmón (LUAD) y melanoma cutáneo de piel (SKCM). Los conjuntos

de datos publicados en la página de GDSC1000 no se encuentran estructurados en dos

modos, filas y columnas, de manera que fue necesario realizar un preprocesamiento para

ordenar los conjuntos de datos y separar la información de metilación en una sola matriz

de información.

Luego del procesamiento previo, el conjunto de datos de metilación cuenta con 160 filas

y 38 variables, cada variable es una isla CpG ubicada en la región promotora de genes.

En este caso, el código 1 indica un alto nivel de metilación y el 0 indica un nivel bajo;

aproximadamente 27 % de la matriz de datos binarios son unos.

La Figura 3.8 muestra el error de validación cruzada y el error de entrenamiento usando

los algoritmos de gradiente conjugado y el algoritmo de descenso coordinado por bloques

basado en el método MM (MM-BCD). Si k = 0, el modelo (4) solo consideró el término µ,

lo que significa que Θ = 1nµT , donde µj es la proporción de unos en la columna j y se usó

como referencia para observar el rendimiento de los algoritmos cuando se incluyen más

dimensiones al incorporar los marcadores de fila y columna, Θ = 1nµT + ABT .
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Figura 3.8: Validación cruzada para los algoritmos basados en el gradiente conjugado y de
descenso coordinado por bloques (MM-BCD) para los datos de metilación.
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La Figura 3.9 presenta el biplot obtenido para los datos de metilación usando el algoritmo

de gradiente conjugado con la formula de actulización de Fletcher–Reeves; las variables

están representadas por vectores dirigidos (segmentos) que comienzan en el punto que

predice una probabilidad de 0.5 y terminan en el punto que predice una probabilidad de

0.75. Por lo tanto, los vectores cortos indican un aumento rápido de la probabilidad y la

proyección ortogonal de los marcadores fila sobre el vector, aproximan la probabilidad de

encontrar altos niveles de metilación en la línea celular.

La interpretación es la misma que se establece en Vicente-Villardon y col. (2006). De modo

que la posición del segmento, que corresponde al punto que predice una probabilidad de

0.5, puede comenzar en cualquier lado alrededor del origen. Por ejemplo, en la Figura 3.9,

la variable DUSP22 apunta hacía el origen, al hacer la proyección ortogonal de los puntos

en la dirección del vector, la mayoría de ellos quedan proyectados después del punto de

referencia donde se inicia el segmento; esto significa que casi todas las líneas celulares de

los tres grupos tienen altas probabilidades ajustadas de tener altos niveles de metilación en

esa variable.

El algoritmo de estimación permite separar las líneas celulares en tres grupos claramente

identificados. En el tipo de cáncer BRCA, variables como NAPRT1, THY1 o ADCY4 se

dirigen hacia la parte positiva de la dimensión 1 y por tanto tienen mayor probabilidad de

presentar niveles elevados de metilación. Las líneas celulares LUAD se ubican en la parte

negativa de la dimensión 2, por lo que tienen una alta propensión a presentar altos niveles

de metilación en variables como HIST1H2BH, ZNF382 y XKR6. Finalmente, las líneas

celulares para el tipo de cáncer SKCM se ubican en la parte negativa de la dimensión 1

y tienen mayor probabilidad de presentar altos niveles de metilación en variables como

LOC100130522, CHRFAM7A o DHRS4L2.
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Figura 3.9: Biplot logístico usando a el algoritmo del gradiente conjugado de Fletcher–Reeves
para el conjunto de datos de metilación.

La Tabla 3.2 muestra la tasa de clasificaciones correctas para cada variable usando las

medidas de sensibilidad y especificidad; estas medidas permiten determinar si el modelo

presenta una buena clasificación para los dos tipos de datos en cada variable. La sensibilidad

mide la tasa de verdaderos positivos, mientras que la especificidad mide la tasa de verdaderos

negativos y la medida global corresponde a la tasa total de clasificaciones correctas para

cada variable. En general, el modelo con tres dimensiones y utilizando el algoritmo basado

en el gradiente conjugado con la fórmula Fletcher–Reeves generó valores altos para la

sensibilidad; sólo el gen GSTT1 presentó una sensibilidad relativamente baja, con un 72 %

de verdaderos positivos. En cuanto a la especificidad, el gen LOC391322 obtuvo la tasa de

verdaderos negativos más baja, con un 80.9 %. Por lo tanto, el modelo presenta resultados
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satisfactorios.

Tabla 3.2: Sensibilidad y especificidad para cada variable cuando se ajusta el modelo LB
con el algoritmo de gradiente conjugado de Fletcher–Reeves y k = 3.

Variable Sensibilidad ( %) Especificidad ( %) Global ( %)

GSTM1 97.1 94.8 96.2
C1orf70 100.0 100.0 100.0
DNM3 100.0 94.9 96.2
COL9A2 100.0 100.0 100.0
VAR5 100.0 94.3 95.6
VAR6 100.0 88.6 91.2
THY1 100.0 95.8 96.9
VAR8 100.0 93.6 95.0
DNAH10 100.0 100.0 100.0
VAR10 100.0 90.8 92.5
DHRS4L2 100.0 88.8 91.2
ADCY4 100.0 98.3 98.8
CHRFAM7A 100.0 92.4 94.4
VAR14 100.0 99.1 99.4
FAM174B 100.0 94.8 96.2
VAR16 100.0 99.1 99.4
VAR17 100.0 86.3 87.5
ARL17A 100.0 98.6 99.4
HOXB8 100.0 98.2 98.8
LOC100130522 100.0 89.3 91.9
ZNF714 100.0 100.0 100.0
ZNF382 97.9 94.6 95.6
VAR23 100.0 96.5 97.5
FRZB 100.0 99.1 99.4
VAR25 100.0 94.7 95.0
TBX1 100.0 98.3 98.8
LOC391322 100.0 80.9 81.2
GSTT1 72.0 87.1 80.0
VAR29 100.0 96.6 97.5
FILIP1L 97.1 93.6 94.4
VAR31 100.0 97.5 98.1
HIST1H2BH 100.0 89.7 92.5
DUSP22 100.0 98.4 99.4
VAR34 95.0 97.5 96.9
XKR6 100.0 93.2 95.0
NAPRT1 96.9 87.5 89.4
VAR37 95.8 95.6 95.6
VAR38 97.7 98.3 98.1
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3.8. Contribuciones realizadas en este capítulo

En este capítulo se propuso y se desarrolló una metodología para estimar los parámetros

del modelo LB utilizando algoritmos de gradiente conjugado no lineal y otra metodología

usando un algoritmo de descenso coordinado por bloques a partir de la función sustituta

demostrada en el Teorema 2.

Se incorporó el procedimiento de validación cruzada adaptado para el biplot logístico

que fue descrito en el algoritmo 3, para realizar la selección del hiperparámetro k, lo que

permite elegir el número de dimensiones para el modelo LB.

Los métodos basados en los algoritmos presentados son una contribución importante porque

brindan alternativas que permiten resolver algunos problemas que se pueden presentar

cuando se tiene un volumen alto de datos o cuando la matriz de datos está desequilibrada.

El desarrollo teórico permitió proponer cinco algoritmos iterativos que cuentan con la

propiedad de que la función de pérdida decrece con cada iteración. Las propiedades de

los algoritmos propuestos para ajustarse a un modelo LB fueron estudiadas generando

conjuntos de datos de rango k = 3 y diferentes niveles de dispersión para n = 100, 300, 500

filas y p = 50, 100 columnas. La precisión de los algoritmos se midió utilizando el error

de entrenamiento, el error de validación cruzada (error cv) y el error cuadrático medio

relativo (RMSE) de las probabilidades logarítmicas. De acuerdo con el estudio de Monte

Carlo se pudo establecer que el criterio de validación cruzada es exitoso en la estimación

del hiperparámetro que representa el número de dimensiones, lo que permite especificar

de manera precisa el modelo LB, obteniendo así el mejor rendimiento de los algoritmos

propuestos en términos de recuperación de la estructura de bajo rango.

La comparación de los tiempos de ejecución mostró que los algoritmos convergen rápido.

Los algoritmos basados en el gradiente conjugado son más eficientes cuando las matrices

tienden a ser muy desequilibradas y no muy grandes, mientras que el rendimiento del

algoritmo de descenso coordinado por bloques, basado en el método MM, es mejor cuando

el número de filas y columnas tiende a aumentar; por lo tanto, es preferible para matrices

grandes.

Un resumen de las contribuciones presentadas en este capítulo fueron presentadas en las IV
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Jornadas de Estadística como Herramienta Científica, evento organizado por el

Departamento de Estadística e Investigación Operativa de la Universidad de Jaén, realizado

entre el 24 y 26 de marzo del 2021, con el trabajo “Biplot logístico usando algoritmos de

machine learning”.

Asimismo, un resumen de los resultados y hallagos más relevantes de este capítulo fueron

publicados en un artículo en la revista Mathematics (JCR 2020: 2.258 Q1; Scopus 2021:

75/378 Q1):

Babativa-Márquez, J. G., & Vicente-Villardón, J. L. (2021). Logistic Biplot by Conjugate

Gradient Algorithms and Iterated SVD. Mathematics, 9(16), 2015. https://doi.org/10.3390/

math9162015.

Figura 3.10: Publicación en la revista Mathematics - JCR 2020: 2.258 Q1; Scopus 2021:
75/378 Q1.
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Capı́tulo 4
Biplot logístico con información
faltante usando proyección de datos

4.1. Introducción

El acceso a las redes sociales, plataformas de streaming y en general todos los medios

digitales que permiten recolectar información han puesto de manifiesto la importancia de

la analítica de los datos, ahora es más frecuente que se deba lidiar con matrices de datos

que son cada vez más grandes. Muchas de estas se codifican en información binaria, donde

resulta de gran interés realizar análisis que permitan descubrir patrones subyacentes en los

datos. En estos casos los métodos biplot pueden ser utilizados para explotar la información

y encontrar relaciones multivariantes que no son fáciles de identificar.

Los métodos ilustrados hasta el momento para ajustar el modelo LB se basan en una

estimación del espacio de parámetros Θ donde µ, A y B son estimados en cada iteración.

Por lo tanto, bajo este enfoque cada fila tiene sus propios parámetros, θi = µi +∑k
s=1 aisbs,

i = 1, . . . , n, así que el número de parámetros a estimar se incrementa con el número de

filas o tamaño de la muestra, lo que puede representar un problema cuando se tienen

grandes volúmenes de datos.

El enfoque manejado hasta ahora también dificulta la proyección de nuevos individuos como

filas suplementarias, ya que sería necesario ajustar nuevamente el modelo para encontrar las

coordenadas de las nuevas filas, lo que podría generar un posible problema de sobreajuste

del modelo. El reto consiste en encontrar un método que permita estimar los parámetros

de la matriz de alguno de los marcadores, y obtener la otra como una función de los
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marcadores estimados. Esto conlleva a una reducción en la cantidad de parámetros a

estimar y disminuye el esfuerzo computacional, con la ventaja adicional de que se podrían

proyectar nuevas filas sin tener que ajustar nuevamente el modelo.

Con la motivación anterior, en este capítulo se desarrolla un nuevo enfoque para ajustar el

modelo LB que permita resolver las problemáticas enunciadas previamente y se incorpore

el hecho de que la matriz X puede tener datos faltantes.

En este capítulo está organizado de la siguiente forma. En la sección 4.2 se presenta el

método de proyección de datos para un biplot clásico. En la sección 4.3 se realiza una

adaptación del método de proyección de datos para un modelo LB. En la sección 4.4

se presenta el desarrollo teórico que permite llegar a un problema de optimización que

considera los datos faltantes. En la sección 4.5 se realiza el desarrollo para formular un

algoritmo que permite resolver el problema de minimización y logra una imputación de los

valores faltantes durante el proceso de optmización. Con el fin de aplicar la metodología

popuesta, en la sección 4.6 se presenta una aplicación usando datos reales sobre el conflicto

armado en Colombia. Finalmente, la sección 4.7 se encarga de realizar un resumen de

algunas de las contribuciones más importantes de este capítulo.

4.2. Biplot para datos continuos usando proyección
de datos

El método se desarrolla usando el enfoque de Pearson (1901) para un PCA, que consiste

en encontrar la representación óptima de los datos multivariantes en el espacio de baja

dimensión al minimizar el error cuadrático medio de la proyección. Dado un conjunto

de datos X = (x1, . . . , xn)T , con xi ∈ Rp, i = 1, . . . , n, con vector de medias µ ∈ Rp. Si

rank(X) = r, entonces para un entero positivo k ≤ r, el problema de optimización consiste

en encontrar A y B que minimice la norma de Frobenius dada en la ecuación (1), que para

los datos sin centrar puede ser escrito como

n∑
i=1

∥xi − µ − (ai1b1 + . . . + aikbk)∥2 =
∥∥∥X − 1nµ

T − ABT
∥∥∥2

F
. (4.1)

Como se mencionó en los capítulos anteriores, de acuerdo con Eckart y Young (1936),
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la mejor aproximación de bajo rango para X es obtenida como ABT = UΛVT , donde

A = UΛγ y B = VΛ(1−γ), 0 ≤ γ ≤ 1, es decir que A corresponde a los k vectores

singulares por izquierda escalados por los k valores singulares a la potencia γ, mientras

que B corresponde a los k vectores singulares por derecha ponderados por los k valores

singulares a la potencia 1 − γ. De esta manera, la matriz X puede ser representada por

los marcadores a1, . . . , an para las filas y b1, . . . , bk para las columnas, donde el ij-ésimo

elemento de la matriz denonato por xij es aproximado por el producto aT
i bj y el espacio

natural de parámetros está determinado por Θ = 1nµ
T + ABT .

La solución del problema también puede ser expresada como una proyección de los datos

sobre un subespacio de baja dimensión que minimice la suma de los cuadrados de las

distancias desde xi a su proyección θi. Pearson (1901) muestra que el mínimo error

cuadrático medio de la representación k-dimensional

∥∥∥X − 1nµ
T − (X − 1nµ

T )VVT
∥∥∥2

F
, (4.2)

se obtiene cuando µ es el vector de medias y V son los vectores singulares por derecha de

la matriz X. De esta manera,

ABT = UΛVT

=
(
X − 1nµ

T
)

VVT , (4.3)

donde VT V = I. Al suponer que cada xi es una extracción aleatoria con xi ∼ N(θi, Ip) y

θi es restingido al subespacio de k dimensiones, este problema puede formularse desde un

enfoque probabilístico como una estimación de máxima verosimilitud de la misma forma

que se mostró en la sección 2.2. Lo que permite incorporar funciones de probabilidad para

datos binarios.

4.3. Adaptación del método de proyección de datos
para el biplot logístico

Debido a la naturaleza binaria de los datos, podemos asumir que xi proviene de una

distribución de familia exponencial con parámetro natural θi, i = 1, . . . , n, entonces el

biplot se encontraría en un subespacio de k dimensiones para los parámetros canónicos
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al minimizar la función de pérdida. Como se ha señalado antes, a diferencia de un biplot

clásico, cuando la matrix X es binaria, no se puede llevar a cabo el procedimiento de

centrado porque los datos centrados ya no son ceros y unos, así que el vector µ se introduce

en el biplot logístico como término de compensación para hacer un centrado basado en

el modelo y la función de pérdida se construye partiendo de que xi proviene de una

distribución Bernoulli (Schein y col., 2003; Vicente-Villardon y col., 2006).

Hasta ahora ninguno de los métodos propuestos para ajustar un modelo LB ha considerado

la presencia de información faltante en la matriz de datos, pero este es un problema usual

en la práctica. Con la motivación de que la matriz binaria X puede tener valores faltantes,

se aborda el problema de estimación usando un enfoque que permita encontrar µ, A y

B al minimizar el error ∥X − Θ∥2
F considerando solo las entradas conocidas de X y que

permita estimar los datos faltantes, para ello se define la matriz de pesos W ∈ Rn×p con

entradas wij que permite codificar la localización de los datos faltantes en la martriz X, así

wij =


1 si xij es conocido,

0 si xij es es un dato faltante.
(4.4)

Expresando ABT como en (4.3), el problema de optimización consiste en

mı́n
V:VT V=I

∥W ⊙ (X − Θ)∥2
F = mı́n

V:VT V=I

∥∥∥W ⊙ (X − 1nµ
T − ABT )

∥∥∥2

F
(4.5)

= mı́n
V:VT V=I

∥∥∥W ⊙ (X − 1nµ
T − (X − 1nµ

T )VVT )
∥∥∥2

F
,

donde ⊙ denota el producto de Hadamard. De esta manera, la solución para los marcadores

fila de un biplot logístico usando la proyección del espacio de los parámetros es A =

(X − 1nµ
T )V, que cuenta con menos parámetros a estimar en comparación con las

metodologías la formulación clásica del biplot logístico (Babativa-Márquez y Vicente-

Villardón, 2021; Demey y col., 2008; Vicente-Villardon y col., 2006). Además, este nuevo

enfoque permite la proyección de filas suplementarias de una forma sencilla, sin tener que

llevar a cabo otro proceso de optimización, dado que los marcadores fila se obtienen a

partir de los marcadores columna B = V, evitando así un posible sobreajuste del modelo.

En este caso, fuera de estimar µ y V, el objetivo del modelo LB también es estimar los

valores faltantes (11T − W) ⊙ X, a partir de los datos conocidos. Aunque, es claro que no
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siempre es posible encontrar la solución a este problema y que la matriz completa X pueda

ser recuperada depende de cuáles y cuántas entradas faltan. Por ejemplo, si faltan todos

los datos de una fila o una columna, entonces no habrá forma de recuperar esa información.

Asimismo, si el porcentaje de datos faltantes resulta ser relativamente grande, como en la

mayoría de algoritmos usados para asignar valores plausibles, se espera que el desempeño

del método se vea afectado. En Candès y Recht (2009) estudian algunas condiciones que se

deben tener en cuenta para recuperar perfectamente la mayoría de las entradas faltantes.

Por lo tanto, para evitar soluciones ambiguas debido a las situaciones anteriores, en adelante

se supondrá que las ubicaciones de las entradas que faltan son lo suficientemente aleatorias

para que la probabilidad de que formen un patrón evidente sea muy baja. Además, se supone

que la proporción de datos observados es suficiente para obtener una buena recuperación

de la matriz de datos.

4.4. Función sustituta para el biplot logístico con da-
tos faltantes

Recordando, se tiene la matriz X = (x1, . . . , xn)T con xi ∈ {0, 1}p, i = 1, . . . , n, rank(X) =

r y xij ∼ Ber(π(θij)), donde π(·) es la inversa de la función de enlace, en este trabajo

se usa la función logística, π(θij) = {1 + exp(−θij)}−1, que representa la probabilidad

esperada de que la característica j se presente en el individuo i, el log-odds π(θij) es θij

con θij = log {π(θij)/(1 − π(θij))}, que corresponde al espacio de parámetros naturales de

una distribución Bernoulli expresada en forma de familia exponencial. Teniendo en cuenta

que wij = 1 si xij es conocido y wij = 0 cuando xij es un dato faltante. La función de

pérdida es obtenida del negativo del logaritmo de la función de verosimilitud, así:
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L (Θ) = −log(p(X; Θ, W)) (4.6a)

= −log

 n∏
i=1

p∏
j=1

[p(xij; θij)]wij

 (4.6b)

= −
n∑

i=1

p∑
j=1

wij [xijlog(π(θij)) + (1 − xij)log(1 − π(θij))] (4.6c)

=
n∑

i=1

p∑
j=1

wijf(θij). (4.6d)

A partir del Teorema 2 la función la función sustituta sin datos faltantes es:

f(θij) ≤ 1
8
(
θij − θ

(l)
ij + 4(π(θ(l)

ij ) − xij)
)2

+ C, (4.7)

donde C es una constante que no depende de Θ y θ
(l)
ij es la aproximación de θij en la l-ésima

iteración. Haciendo z
(l)
ij = θ

(l)
ij + 4(xij − π(θ(l)

ij )) y Zl la matriz con el ij-ésimo elemento

igual a z
(l)
ij . Por lo tanto, la función de pérdida en presencia de datos faltantes puede ser

mayorizada como

L (Θ) ≤ 1
8

n∑
i=1

p∑
j=1

wij

(
θij − z

(l)
ij

)2
+ C (4.8a)

= 1
8 ∥(Θ − Zl) ⊙ W∥2

F + C. (4.8b)

La función anterior no es fácil de trabajar, pero también puede ser mayorizada. Para ello

se define y se demuestra el siguiente teorema.

Teorema 3. Si X = (x1, . . . , xn)T es una matriz binaria, con xi ∈ {0, 1}p, i = 1, . . . , n
y xij ∼ Ber(π(θij)), donde π(θij) = {1 + exp(−θij)}−1, con Θ = 1nµT + ABT , la matriz
canónica de parámetros y W ∈ Rn×p es una matriz binaria con entradas wij que permite
codificar con cero la localización de los datos faltantes en X y Zl = Θl +4 (X − Πl) entonces

∥(Θ − Zl) ⊙ W∥2
F ≤ ∥Θ − Ml∥2

F ,

con Ml = Θl + 4 [W ⊙ (X − Πl)].

Demostración. De acuerdo con Kiers (1997), se puede escribir

∥(Θ − Zl) ⊙ W∥2
F = ∥DW (Vec(Zl) − Vec(Θ))∥2

F , (4.9)
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con DW es la matriz diagonal que contiene los elementos de Vec(W), donde Vec(·) denota
el operador de vectorización de una matriz. Que al usar la función de Heiser (1987), se
puede llegar a la función mayorizada

G (Θ|Θl, Zl, W) = w2
m

∥∥∥Vec(Θ) −
(
Vec(Θl) + w−2

m D2
W (Vec(Zl) − Vec(Θl))

)∥∥∥2

F
+ C

(4.10)

= w2
m

∥∥∥Θ −
(
Θl + w−2

m W2 ⊙ Zl − w−2
m W2 ⊙ Θl

)∥∥∥2

F
+ C, (4.11)

donde W2 = W ⊙ W, C es una constante, w2
m es el valor propio más grande de D2

W , el
cual es el máximo de los elementos al cuadrado de W.
Para el caso del modelo LB con datos faltantes se tiene que W es una matriz binaria
donde el elemento wij = 1 si el dato es conocido y wij = 0 si es faltante. De modo que
W2 = W ⊙ W = W y dado que w2

m es el máximo de los elementos al cuadrado de W,
entonces w2

m = 1. De esta forma, se tiene que

∥(Θ − Zl) ⊙ W∥2
F ≤ ∥Θ − (W ⊙ Zl + Θl − W ⊙ Θl)∥2

F (4.12)
= ∥Θ − (W ⊙ [Θl + 4 (X − Πl)] + Θl − W ⊙ Θl)∥2

F (4.13)
= ∥Θ − (W ⊙ Θl + 4 [W ⊙ (X − Πl)] + Θl − W ⊙ Θl)∥2

F (4.14)
= ∥Θ − (Θl + 4 [W ⊙ (X − Πl)])∥2

F (4.15)
= ∥Θ − Ml∥2

F , (4.16)

con Ml = Θl + 4 [W ⊙ (X − Πl)].

Teniendo en cuenta el resultado del Teorema 3, el problema de optimización para un modelo

LB con datos faltantes usando la función sustituta obtenida por la mayorización, se puede

escribir como

mı́n
V,µ

∥Θ − Ml∥2
F (4.17a)

sujeto a Θ = 1nµ
T + (X − 1nµ

T )VVT , (4.17b)

Ml = Θl + 4 [W ⊙ (X − Πl)]

VT V = I

4.5. Algoritmo de estimación MM-BCD

Al igual que en el capítulo 3, el problema de mayorización dado en la ecuación (4.17a), se

puede resolver durante la l-ésima iteración usando un algoritmo de descenso coordinado
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por bloques, para lo cual se asignan valores iniciales para V y µ. De esta manera, al fijar

µ el minimizador de la función sustituta de la función objetivo puede ser encontrado.

Denotando Xc = X − 1nµ
T y Ml,c = Ml − 1nµ

T , entonces

mı́n
V:VT V=I

∥Θ − Ml∥2
F = mı́n

V:VT V=I

∥∥∥1nµ
T + (X − 1nµ

T )VVT − Ml

∥∥∥2

F
(4.18)

= mı́n
{
tr
(
VVT XT

c XcVVT
)

− tr
(
VVT XT

c Ml,c

)
− tr

(
MT

l,cXcVVT
)}

(4.19)

= mı́n tr
(
VT

(
XT

c Xc − XT
c Ml,c − MT

l,cXc

)
V
)

(4.20)

= máx tr
(
VT

(
MT

l,cXc + XT
c Ml,c − XT

c Xc

)
V
)

. (4.21)

La traza se maximiza cuando V está compuesta por los k primeros vectores propios de la

matriz simétrica Yl = MT
l,cXc + XT

c Ml,c − XT
c Xc.

La actualización de µ se obtiene al fijar V en la ecuación (4.17a), el cual es un pro-

blema de mínimos cuadrados, de modo que la solución para la l-ésima iteración es

µl = 1
n

(
Ml − XVVT

)T
1n. Después de obtener µ se puede calcular Yl para obtener

la solución de la SVD, así Yl = ΓΛΓT y se toma V como los primeros k vectores propios

de Γ.

Para dar un tratamiento a los datos faltantes en X y lograr una imputación durante el

proceso de minimización de la función sustituta dada en (4.17a); los valores faltantes son

reemplazados por un valor inicial y se ajusta el modelo para los datos completos (incluyendo

las estimaciones de los datos faltantes). En la l-ésima iteración, la matriz con los datos

imputados se calcula como Xl = W ⊙ X + (11T − W) ⊙ X̂l, donde el ij-ésimo elemento de

X̂l es igual a 1 cuando la inversa de la función de enlace logit supera el umbral δj y cero

en otro caso. De esta manera los valores observados son los mismos y los valores faltantes

son reemplazados por el valor ajustado. La forma en que se calculan los umbrales δj es la

misma que se usó en los algoritmos anteriores, donde se elige el valor que minimiza la tasa

de error equilibrada (TEE) para la variable j, j = 1 . . . , p .

El problema de optimización se resuelve de forma iterativa asignando valores iniciales para

V y µ, esta inicialización puede hacerse usando una estrategia aleatoria o con valores

definidos por el usuario. El pseudocódigo se describe en el Algoritmo 7.
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Algoritmo 7 Algoritmo para ajustar el modelo LB con datos faltantes usando proyección
de datos

Entrada X
Salida µ, A, B

1: Inicializar µ0, V0
2: Calcular W, con wij = 1 si xij es conocido y wij = 0 si xij es un valor faltante.
3: X0 = W ⊙ X + 1

2(1 − W)
4: Calcular δ = (δ1, . . . , δp) donde δj = arg mı́n

δ
{TER(xj|δ) : 0 < δ < 1} , j = 1, . . . , p.

5: l = 0
6: repeat
7: Θl = 1nµ

T
l + (Xl − 1nµ

T
l )VlVT

l

8: Zl = Θl + 4 (Xl − π (Θl))
9: Ml = W ⊙ Zl + (11T − W) ⊙ Θl

10: Xl,c = Xl − 1nµ
T
l y Ml,c = Ml − 1nµ

T
l

11: Yl = MT
l,cXc + XT

c Ml,c − XT
c Xc

12: Yl = ΓΛΓT

13: Vl+1 = Γk, los primeros k vectores propios en Γ
14: µl+1 = 1

n

(
Ml − XlVl+1VT

l+1

)T
1n

15: Θl+1 = 1nµ
T
l+1 + (Xl − 1nµ

T
l+1)Vl+1VT

l+1
16: Los valores faltantes son imputados con los valores ajustados X̂l+1, donde x̂ij = 1

si π(θl+1
ij ) > αj y x̂l

ij = 0, en otro caso.
17: Xl+1 = W ⊙ X + (1 − W) ⊙ X̂l+1
18: l = l + 1
19: until (L (Θl-1) − L (Θl)) /L (Θl-1) < ϵ
20: A = (Xl − 1nµ

T
l )Vl

21: B = Vl

4.6. Aplicación

El conflicto armado interno en Colombia lleva más de 5 décadas, de acuerdo con el informe

¡Basta ya!, publicado por el grupo Memoria Histórica (2013), del Centro Nacional de

Memoria Histórica (CNMH). Para el año 2012 ya se tenían más de 220.000 muertes a causa

del conflicto, donde los principales responsables fueron los grupos paramilitares y los grupos

guerrilleros. El Registro Único de Víctimas reportaba en el año 2021 un total de 9.134.347

víctimas entre desaparición forzada, amenazas, secuestros, homicidios, reclutamiento de

menores, desplazamiento, entre otras modalidades de violencia que han ocurrido en más de

10 millones de eventos1. Con el propósito de responder a la pregunta de ¿Quién le hizo

qué a quién, cuándo, dónde y cómo?, el Observatorio de Memoria y Conflicto (OMC) ha
1https://www.unidadvictimas.gov.co
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realizado la documentación de más de 268.000 muertes que se han presentado en el marco

del conflicto2, en cada caso se pueden identificar las modalidades de violencia que sufrieron

las víctimas, el responsable, los hechos simultáneos, así como la fecha, lugar de los hechos,

entre otras características. Para los investigadores resulta de gran relevancia poder analizar

el entramado de la violencia e identificar los patrones que permiten explicar las dinámicas

del conflicto.

Debido a que en ocasiones las víctimas se pueden identifiar con facilidad o la fuente

donde se registró el hecho no contiene toda la información, entonces la matriz de datos

es incompleta. De modo que un enfoque a partir un biplot logístico para datos faltantes

puede ser apropiado para describir algunos patrones de los responsables mediante una

aproximación de la matriz de datos binaria en un subespacio de dimensión reducida, lo que

permite observar las asociaciones presentes en los datos. De esta manera, la representación

mediante el biplot podría revelar la estructura subyacente que usan los grupos armados en

el marco del conflicto.

A partir de los datos publicados por el OMC, se analiza una muestra de 7.165 eventos

ocurridos entre los años 1980 y 2010 para 14 tipos de violencia. Estos datos se organizaron

en una matriz binaria, X, donde xij se codifica con 1 cuando en el evento i se usó la violencia

j y 0 en otro caso. La matriz está compuesta por un 15.4 % de 1’s y las proporciones de

uso de las violencias estuvieron en un rango entre 0.05 y 0.56, mientras que la proporción

de datos faltantes fue del 4.7 %.

El enfoque mediante un biplot logístico para datos faltantes permite la representación

simultánea de filas y columnas. Para especificar el modelo se realiza el procedimiento de

validación cruzada y así determinar el número de dimensiones. En la Figura 4.1 se observa

que k = 4 minimiza el error de validación cruzadas, así que se considera como un valor

apropiado para ajustar el modelo.
2https://micrositios.centrodememoriahistorica.gov.co/observatorio/
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Figura 4.1: Procedimiento de validación cruzada para los datos del conflicto.

La Figura 4.2 muestra el biplot obtenido con el conjunto de datos del conflicto armado.

Para ajustar el modelo se usó el algoritmo 7, de descenso de coordenadas en bloque con

datos faltantes. Los segmentos con flechas representan a las variables, iniciando en el punto

que predice una probabilidad de 0.5 y finaliza en el punto que predice una probabilidad de

0.75. Por lo tanto, los vectores cortos indican un rápido aumento de la probabilidad de que

se presente el tipo de violencia, mientras que la proyección ortogonal de los marcadores fila

sobre el vector aproximan a la probabilidad de que se presente el tipo de violencia.

En la Figura 4.2 se observa una separación de los marcadores fila en tres clúster, caracteri-

zados principalmente por el grupo responsable. Los hechos como extorsión, desaparición

forzada o pillaje tienen una mayor probabilidad de ser cometidos por grupos paramilitares.

Los ataques terroristas, ataques contra la población civil o el reclutamiento de niños, niñas

y adolescentes presentan una mayor probabilidad de que sean cometidos principalmente por

grupos guerrilleros. Finalmente, la violencia sexual, el secuestro o la detención arbitraria

son hechos que se asocian con una alta probabilidad a los agentes del estado.

80



Homicidio

Ataque_terro
ris

ta

Am
enazas

Detencion_arbitraria

To
rtu

ra
V

io
le

nc
ia

_s
ex

ua
l

R
ec

lu
ta

m
ie

nt
o_

de
_m

en
or

es

D
esaparicion_forzada

Secuestro

Pillaje

Extorsion

At
aq

ue
_a

_p
ob

la
ci

on

D
es

po
jo

Desplazamiento_forzado

−50

0

50

−50 0 50
Dimension 1

D
im

en
si

on
 2

Agentes del Estado Guerrillas Paramilitares

Figura 4.2: Biplot logístico del conflicto armado en Colombia usando el método de proyección
de datos.

La Tabla 4.1 muestra la sensibilidad y especificidad para cada tipo de violencia. La

sensibilidad mide la tasa de verdaderos positivos, la especificidad mide la tasa de verdaderos

negativos y la medida global corresponde a la tasa total de clasificaciones correctas para

cada variable. Estas medidas permiten determinar que el modelo, en general, exhibe una

buena tasa de clasificación para los dos tipos de datos en cada variable.
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Tabla 4.1: Sensibilidad y especificidad para cada variable en el ajuste del modelo LB usando
el método de proyección de datos.

Variable Sensibilidad Especificidad Global

Homicidio 99.8 100.0 100.0
Amenazas 100.0 100.0 100.0
Tortura 100.0 100.0 100.0
Despojo 100.0 100.0 100.0
Desplazamiento forzado 99.9 100.0 100.0
Secuestro 99.3 97.3 97.5
Reclutamiento de menores 76.9 91.5 90.5
Pillaje 61.0 88.4 86.6
Violencia Sexual 93.6 73.8 75.6
Detención Arbitraria 91.3 70.0 71.4
Ataque terrorista 80.3 58.0 59.5
Extorsión 72.5 52.5 53.7
Ataque a población 94.9 50.6 53.9
Desaparición Forzada 68.9 51.1 52.0

4.7. Contribuciones realizadas en este capítulo

El modelo biplot logístico es un método muy útil para describir las relaciones subyacentes

en una matriz binaria. Sin embargo, con los algoritmos actuales, el número de parámetros

a estimar se incrementa cuando se aumenta el número de filas de la matriz binaria, lo que

representa un problema para grandes volúmenes de datos. Adicionalmente, debido a que

cada fila cuenta con sus propios parámetros, no es posible realizar una proyección de nuevas

filas como suplementarias, ya que sería necesario aplicar nuevamente el procedimiento

de optimización para encontrar sus marcadores, generando así un posible problema de

sobreajuste del modelo.

En este capítulo se desarrolló un algoritmo, que además de dar una solución a los problemas

anteriores, permite el tratamiento de datos faltantes. Para estimar los parámetros del

modelo de biplot logístico se inicia con un procedimiento de mayorización que permite

obtener una función objetivo sustituta que acelera la convergencia debido está basada en

una función cuadrática del espacio de parámetros, por lo que encontrar el mínimo resulta

más simple; en el proceso de optimización se usa un algoritmo de descenso coordinado

por bloques donde se introduce la posibilidad de usar matrices con datos faltantes y así

minimizar la función mayorizada.
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Este nuevo enfoque presenta varias ventajas. Una de ellas es que se evita que el número

de parámetros aumente con el número de observaciones, debido a que es posible obtener

los marcadores de fila de forma sencilla a partir de la estimación de los parámetros de los

marcadores de columna, facilitando también la predicción de los marcadores para nuevas

filas, tal y como ocurre en los biplots clásicos. Además, permite trabajar con matrices que

tienen datos faltantes, generando una salida con la matriz imputada. Esto convierte a esta

metodología en una poderosa herramienta para trabajar con grandes volúmenes de datos.

Para ilustrar la metodología se usaron datos reales sobre el conflicto armado en Colombia.

un resumen de los resultados y hallagos más relevantes de este capítulo han sido sometidos

a la revista Annual Review of Statistics and Its Application (JCR 5.81 Q1)

Figura 4.3: Artículo sometido a la revista Annual Review of Statistics and Its Application -
JCR 2020: 5.81 Q1; SJR 2021: 3.1 Q1.
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Capı́tulo 5
Paquete BiplotML

5.1. Introducción

En este capítulo se presenta una introducción al uso del paquete BiplotML J.G (2022),

que es un paquete escrito en lenguaje R Core Team (2022) y se encuentra disponible

en el repositorio Comprehensive R Archive Network (CRAN) en el enlace https://cran.

r-project.org/web/packages/BiplotML/index.html. El objetivo de este desarrollo es dar un

soporte práctico a los métodos propuestos en esta tesis y algunas extensiones que podrán

ser implementadas posteriormente.

El primer paso consiste en instalar el paquete, para ello se puede usar el comando

install.packages("BiplotML") o desde las ventanas se puede buscar el paquete, tal

como se presenta en la Figura 5.1.

Figura 5.1: Instalación del paquete BiplotML desde el repositorio de CRAN.

Una vez instalado, el paquete se carga con library(BiplotML). Las funciones cuentan con
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la documentación requerida por CRAN, así que para acceder a la ayuda se usa el comando

tradicional help() o ?, donde se encontrará la descripción de la función, la definición de

los argumentos, referencias y un ejemplo de uso. Por ejemplo, el comando ?cv_LogBip

devuelve:

## Cross-Validation for logistic biplot
##
## Description:
##
## This function run cross-validation for logistic biplot
##
## Usage:
##
## cv_LogBip(
## data,
## k = 0:5,
## K = 7,
## method = "MM",
## type = NULL,
## plot = TRUE,
## maxit = NULL
## )
##
## Arguments:
##
## data: Binary matrix.
##
## k: Dimensions to analyze. By default 'k = 1:3'.
##
## K: folds. By default 'K = 7'.
##
## method: Method to be used to estimate the parameters. By default '
## method="MM"'
##
## type: For the conjugate-gradients method. Takes value 1 for the
## Fletcher–Reeves update, 2 for Polak–Ribiere and 3 for
## Beale–Sorenson.
##
## plot: draw the graph. By default 'plot=TRUE'
##
## maxit: The maximum number of iterations. Defaults to 100 for the
## gradient methods, and 2000 for MM algorithm.
##
## Value:
##
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## Training error and generalization error for a logistic biplot
## model.
##
## Author(s):
##
## Giovany Babativa <gbabativam@gmail.com>
##
## References:
##
## Bro R and Kjeldahl K and Smilde AK. (2008). Cross-validation of
## component models: a critical look at current methods. Analytical
## and bioanalytical chemistry. 390(5):1241-1251
##
## Wold S. (1978). Cross-validatory estimation of the number of
## components in factor and principal components models.
## Technometrics. 20(4):397-405.
##
## See Also:
##
## 'LogBip, pred_LB, fitted_LB, simBin'
##
## Examples:
##
## set.seed(1234)
## x <- simBin(n = 100, p = 50, k = 3, D = 0.5, C = 20)
## # cross-validation with coordinate descendent MM algorithm
## cv_MM <- cv_LogBip(data = x$X, k=0:5, method = "MM", maxit = 1000)
##
## # cross-validation with CG Fletcher-Reeves algorithm
## cv_CG <- cv_LogBip(data = x$X, k=0:5, method = "CG", type = 1)
##
## # cross-validation with projection data and block coordinate descending algorithm
## cv_PB <- cv_LogBip(data = x$X, k=0:5, method = "PDLB", maxit = 1000)

5.2. Métodos implementados

El paquete permite mostrar resultados tanto numéricos como gráficos para todos los

métodos descritos en este trabajo y está compuesto por 11 funciones principales que le

permiten al usuario obtener los resultados para todos los métodos propuestos. Los detalles

sobre el uso de las funciones descritas en la Tabla 5.1 se pueden obtener desde la ayuda

siguiendo el procedimiento enunciado previamente. Las funciones principales también se

apoyan en 8 funciones auxiliares que optimizan el código de programación.
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Tabla 5.1: Resumen de las funciones del paquete BiplotML.

Función Descripción

cv_logBip Calcula y grafica los errores de validación cruzada para el modelo
LB para un algoritmo predeterminado.

simBin Simula una matriz binaria de orden n × p de rango k con un des-
equilibrio específico.

sdv_MM Ajusta el modelo LB usando el algoritmo MM-BCD.
proj_LogBip Ajusta el modelo LB en presencia de datos faltantes usando el

método de proyección de datos y un algoritmo MM-BCD.
LogBip Función que ajusta y genera el biplot del modelo LB basado en un

algortimo predefinido.
pred_LB Predice la matriz binaria y calcula los umbrales óptimos por variable

que minimizan la tasa de error equilibrada (TEE).
fitted_LB Calcula la matriz estimada para el log-odds o la matriz de las

probabilidades esperada para un modelo LB.
plotBLB Gráfica el biplot para un objeto de clase BiplotML.
bootBLB Aplica una metodología bootstrap para dibujar las elipses de con-

fianza en un modelo LB.
gradientDesc Ajusta un modelo LB usando el algoritmo del descenso del gradiente.

Para ilustrar el uso del paquete se aplicarán los métodos a los conjuntos de datos del

Genomic Determinants of Sensitivity in Cancer 1000 (GDSC1000) de la investigación de

Iorio y col. (2016), de donde se pueden extraer diferentes tipos de información sobre líneas

celulares de cáncer provenientes de más de 11 mil tumores para 30 tipos de cáncer que

integran mutaciones somáticas, copia del número de alteraciones (CNA), metilaciones

del ADN y cambios de expresión de génes. Las primeras tres son obtenidas como datos

binarios mientras que la expresión genética está medida con variables cuantitativas que

son continuas.

El archivo contiene todos los datos unidos en una sola matriz en un formato diferente al

requerido y por esta razón fue necesario realizar un preprocesamiento que permitió organizar

los datos y adecuarlos para aplicar los métodos. Para facilitar los análisis obtenidos se

incluyeron solo tres tipos de cáncer: carcinoma invasivo de mama (BRCA), adenocarcinoma

de pulmón (LUAD) y melanoma cutáneo de piel (SKCM). Los datos ordenados pueden ser

descargados del repositorio de GitHub jgbabativam. A continuación se cargan los conjuntos

de datos:
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load(here::here("data/xMethy.rda"))
load(here::here("data/xMuts.rda"))
load(here::here("data/xCNA.rda"))

Luego del preprocesamiento los conjuntos de datos quedan con 160 filas. Los datos de

mutación tienen 197 variables, cada variable es un probable gen impulsor o supresor del

cáncer, en este caso un gen tiene el código 1 cuando se clasifica como mutado y 0 cuando

se clasifica como de tipo salvaje, en este caso, la matriz de datos está muy dispersa y solo

el 2.1 % de los genes están mutados. Para los datos de CNA se tienen 412 variables, cada

variable es un CNR (copy number region) en un cromosoma, que se etiqueta con 1 cuando

la aberración está presente en una muestra y 0 en caso contrario, en este caso el 6.6 % de

los datos presentaron aberraciones en la muestra. El conjunto de datos de metilación del

ADN tiene 38 variables, cada variable es una isla CpG ubicada en la región promotora de

genes, en este caso el valor 1 representa un alto nivel de metilación y 0 un nivel bajo, el

27.1 % de los datos es 1.

5.3. Validación cruzada

En el modelo LB, el vector de parámetros para la fila i está dado por θi = µ +∑k
s=1 aisbs,

i = 1, . . . , n, de modo que el primer paso para especificar el modelo es establecer un valor

apropiado para el hiperparámetro k que representa el número de dimensiones. La función

cv_LogBip() realiza el procedimiento de validación cruzada presentado en el Algoritmo 3.

El procedimiento permite elegir el método de estimación, con el argumento method, así:

method = "MM" para usar el método MM basado en el algoritmo de descenso coordi-

nado por bloques presentado en el Algoritmo 5.

method = "PDLB" para usar el método de proyección de datos con datos faltantes

presentado en el Algoritmo 7.

method = 'CG' con type = 1 para usar el método basado en gradiente conjugado

presentado en el Algoritmo 4 con la formula de actualización de Fletcher-Reeves.

method = 'CG' con type = 2 para usar el método basado en gradiente conjugado

presentado en el Algoritmo 4 con la formula de actualización de Polak–Ribière–Polyak.
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method = 'CG' con type = 3 para usar el método basado en gradiente conjugado

presentado en el Algoritmo 4 con la formula de actualización de Hestenes–Stiefel.

method = 'CG' con type = 4 para usar el método basado en gradiente conjugado

presentado en el Algoritmo 4 con la formula de actualización de Dai–Yuan.

Para aplicar el método de validación cruzada sobre el conjunto de datos de metilación

se puede usar la función según el modelo que se vaya a aplicar, en este caso se elimina

la variable correspondiente al tipo de cáncer para que solo entre la matriz binaria al

procedimiento, el ejemplo se hace para el método MM, PDLB y CG con la fórmula de FR,

respectivamente:

binMethy <- xMethy |> select(-`Cancer Type`)

cvMet_MM <- cv_LogBip(data = binMethy, k=0:5, method = "MM")
cvMet_PDLB <- cv_LogBip(data = binMethy, k=0:5, method = "PDLB")
cvMet_CG <- cv_LogBip(data = binMethy, k=0:5, method = "CG", type = 1)

Los comandos anteriores generan la gráfica con los errores de entrenamiento y de validación

cruzada con cada algoritmo, así mismo contienen un objeto con los resultados numéricos

en una tabla. La Figura 5.2 presenta los resultados obtenidos.
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Figura 5.2: Resultados de la validación cruzada para el modelo LB con los datos de
metilación usando diferentes algoritmos.

90



Cuando la matriz de datos es muy dispersa, el procedimiento de “moteo” de Wold puede

ocasionar que algunas columnas queden con varianza nula debido a que todos los elementos

retenidos para una columna son del mismo tipo. Así que es recomendable usar un pro-

cedimiento que elimine un porcentaje de datos de cada tipo por cada columna de forma

aleatoria, y así evitar este problema. Actualmente se está implementando este procedimiento

en el paquete, el cual será agregado con un nuevo argumento elim = c("Wold", "Prop"),

donde la segunda opción se refiere a la eliminación aleatoria y proporcional por columna.

5.4. Ajuste del modelo de biplot logístico

La función LogBip devuelve la estimación de los parámetros del modelo: µ, A y B con los

algoritmos presentados en este trabajo. Los argumentos de la función son:

x: Matriz de datos binaria.

k: Dimensiones para ajustar el modelo.

method: Es el método de estimación, se puede especificar con MM, CG o PDLB. Para

usar el algoritmo de descenso de coordenadas por bloques presentado en el capítulo

3, se usa MM, mientras que CG es para métodos basados en el gradiente conjugado y

PDLB es para usar un enfoque por proyección de datos1

type: Este argumento es necesario cuando el método de estimación es basado en el

gradiente conjugado. Se debe asignar el valor 1 para usar la fórmula de actualización de

Fletcher–Reeves, 2 para Polak–Ribière–Polyak, 3 para la fórmula de Hestenes–Stiefel

y 4 para Dai–Yuan.

plot: Es un valor lógico, por defecto se realiza la grafica del biplot. Pero el usuario

puede especificar plot = F para no obtener el gráfico del biplot en la salida.

maxit: Permite especificar el número máximo de iteraciones de los algoritmos. Si la

convergencia se logra antes de llegar al máximo, el programa se detiene, en caso de que

no se haya logrado la convergencia en el máximo, envía un mensaje de advertencia.

endsegm: Permite especificar el punto en el que termina el segmento para cada

variable. Por defecto endsegm = 0.75.
1Cuando se dectan valores faltantes en la matriz, la función cambia automáticamente el método a

PDLB y envía un mensaje de advertencia.
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label.ind: Permite colocar las etiquetas de las filas en el biplot, por defecto

label.ind = F.

col.ind: Permite especificar el color para graficar los marcadores fila, este puede ser

un valor constante o basado en un factor.

draw: Tipo de gráfico. El usuario puede elegir graficar el biplot, los marcadores de

las filas o los marcadores de las columna. draw = c("biplot", ïnd", "var"), por

defecto draw = "biplot".

El siguiente comando toma como entrada la matriz binaria de metilación, ajusta el modelo

con el valor mínimo de k obtenido en el proceso de validación cruzada para el método MM

y le asigna un color2 a los marcadores fila dependiendo del tipo de cáncer. Se ha pedido

que no se realice la gráfica del biplot para ilustrar más adelante otras ventajas que pueden

ser obtenidas desde el objeto de salida.

bipMethy_MM <- LogBip(x = binMethy,
k = which.min(cvMet_MM[,2]) - 1,
method = "MM",
col.ind = xMethy$`Cancer Type`, plot = FALSE)

Asimismo, el siguiente comando permite ajustar un modelo LB con el algoritmo de descenso

coordinado por bloques para un enfoque por proyección de datos, donde el parámetro k

también lo elegimos como el valor mínimo obtenido en el proceso de validación cruzada.

bipMethy_PDLB <- LogBip(x = binMethy,
k = which.min(cvMet_PDLB[,2]) - 1,
method = "PDLB",
plot = FALSE)

Para los algortimos basados en el gradiente conjugado es necesario especificar la fórmula

de actualización

2Esto sería útil en caso de que el argumento plot no sea falso, pero se deja acá como ejemplo para el
caso en que el gráfico se pida de forma automática
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bipMethy_CG <- LogBip(x = binMethy,
k = which.min(cvMet_CG[,2]) - 1,
method = "CG",
type = 1,
plot = FALSE)

Todos los algoritmos generan la estimación de los parámetros del modelo. Por ejemplo, en

la Tabla 5.2 se presentan los marcadores para las 10 primeras filas cuando se usa el método

basado en la proyección de datos, head(bipMethy_PDLB$Ahat, n = 10)

Tabla 5.2: Primeros 10 marcadores fila obtenidos con el método de proyección de datos.

Dim1 Dim2 Dim3
AU565 -1.7995379 -1.6279459 0.5279644
BT-20 -2.4924546 -2.2425934 0.4657982
BT-474 -2.2667013 -1.9301392 -0.7934985
BT-483 -2.6243481 -2.1437502 -0.7180910
BT-549 -1.9469951 -1.6717388 -0.8741191
CAL-120 -1.9196080 -1.8088814 0.3879724
CAL-148 -2.5981613 -2.0943091 -0.8328592
CAL-51 -1.3917055 -1.1537283 -0.7695153
CAL-85-1 -0.5027182 -0.7602844 -0.8828173
CAMA-1 -2.6243481 -2.1437502 -0.7180910

En el caso de los marcadores de las columnas, la matriz B contiene en la primera columna

el vector de desplazamiento µ que permite un centrado basado en el modelo, y es denotado

con bb0. En la Tabla 5.3 se presenta el resultado para los 10 primeros marcadores de las

columnas, head(bipMethy_PDLB$Bhat, n = 10).

5.5. Objetos de salida y entorno gráfico

Los objetos de salida de la función LogBip son de clase BiplotML y de tipo list, esta lista

contiene la estimación de los parámetros, el método utilizado, la cantidad de iteraciones

realizadas. En el caso del método de proyección de datos para un biplot logístico con datos

faltantes, contiene la matriz de datos con los valores imputados. A continuación se presenta

la estructura del objeto bipMethy_PDLB

## List of 5
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Tabla 5.3: Primeros 10 marcadores columna obtenidos con el método de proyección de
datos.

bb0 bb1 bb2 bb3
GSTM1 0.6748397 -0.2131377 0.1600189 -0.0228226
C1orf70 -0.9575073 -0.1959325 -0.1778403 0.0141776
DNM3 -1.1042414 -0.1772024 -0.1538489 0.0030585
COL9A2 -0.9021373 0.2195890 -0.1363315 0.0041814
VAR5 -1.2142879 -0.1675442 -0.1419435 0.0474629
VAR6 -1.2837310 0.1687035 -0.0889283 -0.0094566
THY1 -1.1398131 -0.1774763 -0.1551845 -0.0034279
VAR8 -1.3480539 -0.1575316 -0.1294746 -0.0508979
DNAH10 -0.8809594 0.2229483 -0.1390669 -0.0128365
VAR10 -1.5388415 -0.1356559 -0.0982396 0.0138307

## $ Ahat :'data.frame': 160 obs. of 2 variables:
## ..$ Dim1: num [1:160] 37.3 53.9 55.5 86.6 31.3 ...
## ..$ Dim2: num [1:160] 16.67 21.89 1.08 -0.28 26.17 ...
## $ Bhat :'data.frame': 38 obs. of 3 variables:
## ..$ bb0: num [1:38] -0.265 -5.059 -3.789 -5.301 -5.455 ...
## ..$ bb1: num [1:38] 0.264 0.221 0.119 -0.168 0.138 ...
## ..$ bb2: num [1:38] -0.2258 0.1295 0.0545 0.21 0.0722 ...
## $ method : chr "coordinate descendent MM"
## $ loss_function: num [1:482] 0.862 0.383 0.284 0.23 0.202 ...
## $ iterations : int 482
## - attr(*, "class")= chr [1:2] "BiplotML" "list"

Para graficar el biplot a partir de la estimación de los marcadores fila y columna, se usa la

función plotBLB, que ha sido programada en entorno ggplot2 (Wickham, 2016). De modo

que se pueden agregar capas al objeto usando la sintaxis del paquete. Esto tiene la ventaja

de que le permite al usuario realizar algunos ajustes de diseño según sus necesidades.

Los siguientes comandos producen el biplot presentado en la Figura 5.3, en este caso se

agregó una capa con el título, un subtitulo y una nota al pie. Además, se usa un tema

vacío, theme_void(), pero hubiera podido ser cualquiera de los que vienen para ser usados

en un entorno de ggplot2; también se usó sintaxis de ggplot2 para colocar la leyenda en

la parte baja del biplot y asignar un tamaño de letra 10.
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PlotMet_MM <- plotBLB(bipMethy_MM, xylim = c(-100,100),
col.ind = xMuts$`Cancer Type`)+

labs(title = "Biplot Logístico",
subtitle = "Estimación con el algoritmo MM-BCD",
caption = "Gráfico elaborado por Giovany Babativa") +

theme_void() +
theme(legend.position = "bottom",

legend.title=element_blank(),
legend.text = element_text(size = 10))
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Figura 5.3: Biplot logístico para los datos de metilación usando el método MM-BCD.

El objeto con los parámetros estimados usando el algoritmo de descenso coordinado por

bloques con un enfoque de proyección de datos, bipMethy_PDLB, es utilizado para ilustrar

el uso del entorno gráfico. En este caso se ha decido trazar los marcadores de las filas,

así que se usa el argumento draw = ïnd" y se han agregado algunas capas para lograr

que la leyenda quede en la parte de arriba del gráfico y los nombres de los ejes se han

modificado para que queden en español. La Figura 5.4 presenta el resultado obtenido,
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una característica relevante a destacar es la forma como el algoritmo logra separar los

marcadores en 3 grupos claramente identificados. Es importante señalar que en los casos

donde las etiquetas se sobreponen, es posible agregar el argumento repel = TRUE en la

función plotBLB().

marcCol_PDLB <- plotBLB(bipMethy_PDLB, col.ind = xMuts$`Cancer Type`,
xylim = c(-3,3), draw = "ind") +

theme(legend.position = "top") +
labs(x = "Dimensión 1", y = "Dimensión 2",

caption = "")
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Estimation with data projection using a block coordinate descent algorithm

Individuals plot

Figura 5.4: Gráfico de los marcadores fila para los datos de metilación usando el método
basado en la proyección de datos.

Para ilustar una salida inmediata, se considera el conjunto de datos de mutación. En la

siguiente sintaxis se ingresa la matriz de datos binaria, para ello se usa el operador de

tubería, |>, para eliminar la variable del tipo de cáncer que no hace parte de la matriz de

entrada y se especifica que a los marcadores por fila se les asigne un color según el tipo de
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cáncer. Los valores estimados se encuentran en el objeto bipMuts_MM y el gráfico del biplot

se imprime automáticamente. Por defecto se usa el algoritmo MM.

bipMuts_MM <- LogBip(x = xMuts |> select(-`Cancer Type`),
col.ind = xMuts$`Cancer Type`)

El gráfico toma como límites al valor más extremo por encima y por debajo entre los

dos ejes. Pero el usuario puede cambiar la escala, acá se usa la función plotBLB() con el

argumento xylim = c(-100,100) para hacerlo. la Figura 5.5 presenta el resultado antes y

después de cambiar la escala.

plotBLB(bipMuts_MM, xylim = c(-100,100), col.ind = xMuts$`Cancer Type`)
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Figura 5.5: Biplot logístico para los datos de mutación usando el algoritmo MM-BCD.
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5.6. Estimación y predicción

Para obtener la estimación del espacio de parámetros: Θ = logit (Π) = 1nµT + ABT , y la

matriz de probalidades estimada: Π = π (Θ), se usa la función fitted_LB() que tiene dos

argumentos, el objeto de entrada que debe ser de clase BiplotML y el tipo de retorno que

se desea.

Con el argumento type = c("link", response") se define la matriz que se desea, type = "link"

devuelve el espacio de parámetros estimados para el log-odds, Θ. La Tabla 5.4 presenta los

resultados para las 10 primeras filas y 7 primeras columnas para los datos de metilación

cuando el algoritmo de descenso coordinado por bloques basado en el método MM es

utilizado. El código que permite llegar al resultado es:

Theta <- fitted_LB(bipMethy_MM, type = "link")

Tabla 5.4: Primeras 10 filas y 7 columnas para la matriz del log-odds estimado con el
conjunto de datos de metilación usando el algoritmo MM-BCD.

GSTM1 C1orf70 DNM3 COL9A2 VAR5 VAR6 THY1
AU565 5.819 5.334 1.560 -8.050 0.903 -7.191 1.472
BT-20 9.051 9.696 3.833 -9.753 3.587 -8.326 4.256
BT-474 14.164 7.350 2.887 -14.386 2.302 -11.009 3.363
BT-483 22.681 14.037 6.514 -19.881 6.500 -14.460 7.946
BT-549 2.111 5.257 1.373 -5.063 0.770 -5.417 1.100
CAL-120 7.112 5.412 1.651 -9.081 0.979 -7.805 1.630
CAL-148 6.147 12.556 5.121 -6.802 5.231 -6.657 5.639
CAL-51 13.440 2.952 0.697 -14.721 -0.345 -11.082 0.779
CAL-85-1 -2.198 1.002 -0.890 -2.465 -1.874 -3.754 -1.718
CAMA-1 22.681 14.037 6.514 -19.881 6.500 -14.460 7.946

Para obtener la matriz de probabilidades estimadas: Π = π (Θ), se usa el argumento type

= response". La Tabla 5.5 presenta los resultados para las 10 primeras filas y 7 primeras

columnas de la matriz de probabilidades estimadas para los datos de metilación cuando se

usa el algoritmo de descenso coordinado por bloques basado en el método MM. El siguiente

código permite obtener la matriz de probabilidades:
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Pi <- fitted_LB(bipMethy_MM, type = "response")

Tabla 5.5: Primeras 10 filas y 7 columnas para la matriz de probabilidades estimadas con
el conjunto de datos de metilación usando el algoritmo MM-BCD.

GSTM1 C1orf70 DNM3 COL9A2 VAR5 VAR6 THY1
AU565 0.997 0.995 0.826 0.000 0.711 0.001 0.813
BT-20 1.000 1.000 0.979 0.000 0.973 0.000 0.986
BT-474 1.000 0.999 0.947 0.000 0.909 0.000 0.967
BT-483 1.000 1.000 0.999 0.000 0.998 0.000 1.000
BT-549 0.892 0.995 0.798 0.006 0.684 0.004 0.750
CAL-120 0.999 0.996 0.839 0.000 0.727 0.000 0.836
CAL-148 0.998 1.000 0.994 0.001 0.995 0.001 0.996
CAL-51 1.000 0.950 0.668 0.000 0.415 0.000 0.686
CAL-85-1 0.100 0.732 0.291 0.078 0.133 0.023 0.152
CAMA-1 1.000 1.000 0.999 0.000 0.998 0.000 1.000

Para predecir la matriz de datos se usa la función pred_LB(), que tiene 3 argumentos. El

objeto de entrada que debe ser de clase BiplotML, la matriz binaria y el número de cortes

para calcular los umbrales δj.

Para obtener las matrices predichas para el conjunto de datos de metilación con cada uno

de los algoritmos, se puede usar los siguientes comandos:

Xpred_Methy_MM <- pred_LB(bipMethy_MM, binMethy, ncuts = 100)
Xpred_Methy_PDLB <- pred_LB(bipMethy_PDLB, binMethy, ncuts = 100)
Xpred_Methy_CG <- pred_LB(bipMethy_CG, binMethy, ncuts = 100)

El argumento ncuts toma 100 cortes equiespaciados entre 0 y 1 para evaluar el rendimiento

que tiene el algoritmo utilizado para hacer la predicción en cada columna, y tomará el

valor de δj, j = 1, . . . , p, como el punto donde el valor de la tasa de error equilibrada TEE

sea mínima. De esta forma, para la columna j se clasifica a un valor predicho como 1 si la

probabilidad estimada es mayor que δj, de lo contrario se clasifica en cero. Cuando se usa

el método de proyección de datos basado en que la matriz binaria tiene datos faltantes,

PDLB, la matriz imputada también se obtiene como un objeto de la salida de la función

LogBip().
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El objeto de salida cuenta con la información del umbral utilizado en la regla de clasificación

para cada variable, la matriz predicha, y la tabla con los valores de las medidas de

sensibilidad y especificidad para cada variable.

## List of 4
## $ thresholds: tibble [38 x 3] (S3: tbl_df/tbl/data.frame)
## ..$ variable : chr [1:38] "GSTM1" "C1orf70" "DNM3" "COL9A2" ...
## ..$ threshold: num [1:38] 0.5556 0.5556 0.0404 0.0808 0.1414 ...
## ..$ BACC : num [1:38] 0.862 0 2.542 0.455 3.279 ...
## $ predictX : num [1:160, 1:38] 1 1 1 1 1 1 1 1 0 1 ...
## $ fitted :'data.frame': 38 obs. of 3 variables:
## ..$ Sensitivy : num [1:38] 100 100 100 100 100 100 100 100 100 100 ...
## ..$ Specificity: num [1:38] 1 1.9 1.9 1.8 1.9 1.8 1.9 1.9 1.8 2 ...
## ..$ Global : num [1:38] 99.4 100 96.2 99.4 95 91.2 96.9 94.4 100 95.6 ...
## $ BACC : num 4.65
## - attr(*, "class")= chr [1:2] "BiplotML" "list"

5.7. Simulación de matrices binarias

Para evaluar el rendimiento de los algoritmos en este trabajo fue necesario simular matrices

binarias y así tener un conocimiento previo de la estructura de la matriz de datos, su

dimensionalidad y matriz canónica de parámetros. El algoritmo 6 presentado en el capítulo

3 permitió generar matrices binarias para hacer estas comparaciones. De modo que se

consideró relevante incluirlo en el paquete con el fin de facilitar a nuevos usuarios la

simulación de matrices binarias de bajo rango.

El algoritmo que permite simular matrices binarias se incorpora en la función simBin().

El uso de es relativamente simple, el usuario debe especificar la cantidad de filas de la

matriz en el argumento n, la cantidad de columnas en el argumento p, la dimensionalidad

en el argumento k y el grado de desequilibrio con el argumento D. El argumento C permite

controlar la escala, por defecto se deja en el valor 1, pero es posible que el usuario deba

modificar este valor para obtener un grado de desequilibrio más preciso.

Los siguientes comandos permiten generar una matriz binaria de 100 filas por 50 columnas

de rango 3, donde la cantidad de unos y de ceros está equilibrada.
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x <- simBin(n = 100, p = 50, k = 3, D = 0.5)

El objeto de salida es de clase list, que corresponde a una lista de objetos. El usuario

podrá encontrar la matriz X de n × p, la matriz de probabilidades real Π = π(Θ) cuando

la función de enlace es de tipo logística y la matriz de parámetros Θ. También encuentra

los valores correspondientes para µ, A y B, así como los valores para el desequilibrio de la

matriz simulada, la cantidad de filas y de columnas.

## List of 9
## $ X : int [1:100, 1:50] 1 1 1 0 1 1 0 0 1 1 ...
## $ P : num [1:100, 1:50] 0.465 0.603 0.457 0.52 0.485 ...
## $ Theta: num [1:100, 1:50] -0.1384 0.4163 -0.1712 0.0819 -0.0607 ...
## $ A : num [1:100, 1:3] -0.1097 -0.667 -1.1954 0.0321 -0.0514 ...
## $ B : num [1:50, 1:3] -0.0439 -0.0302 0.0122 -0.127 -0.0675 ...
## $ mu : num [1:50] 0 0 0 0 0 0 0 0 0 0 ...
## $ D : num 0.496
## $ n : num 100
## $ p : num 50

5.8. Regiones de confianza

Aunque no hace parte de los objetivos de esta investigación. Se ha estado trabajando en la

inferencia del modelo LB. En particular, cuando se desea conocer si los elementos que se

representan en las filas, que pueden ser sujetos, lugares de muestreo u otro, se diferencian

en las características medidas en la matriz X.

Dado que los marcadores están definidos por parámetros que son estimados, tiene sentido

pensar en la varianza de la estimación, la cual es necesaria para realizar una inferencia

estadística sobre el biplot.

El propósito consiste en poder visualizar la variabilidad en el gráfico del biplot usando

elipses de confianza. Se ha trabajado desde un enfoque de bootstrap no paramétrico que

ha sido aplicado en el contexto de PCA (Chateau y Lebart, 1996; Chatterjee, 1984; Milan

y Whittaker, 1995; Tibshirani y Efron, 1993; Timmerman y col., 2007) y también ha sido

utilizado para estimar la variablidad de los estimadores de los parámetros en los métodos

biplot (Nieto y col., 2014).
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El paquete ya cuenta con la implementación de la metodología para los algoritmos basados

en el gradiente conjugado mediante la función bootBLB(). Los siguientes comandos pueden

ser utilizados para obtener las elipses de confianza de los marcadores fila a partir del

conjunto de datos de metilación:

out <- bootBLB(x = binMethy, sup = FALSE, ellipses = TRUE, plot = FALSE)

El argumento sup permite definir el tratamiento para las filas que no son seleccionadas en

cada réplica del proceso de remuestreo. Cuando sup=TRUE, los marcadores de las filas que

no están en cada réplica son proyectadas como filas suplementarias. En este caso no se ha

solicitado el gráfico del biplot automáticamente con el fin de modificar la escala de los ejes,

así como cambiar los nombres al español.

plotBLB(x = out, ellipses = TRUE, xylim = c(-4, 4)) +
labs(x = "Dimensión 1", y = "Dimensión 2",

caption = "", title = "", subtitle = "")

La Figura 5.6 presenta el resultado obtenido. La interpretación puede llegar a resultar

compleja cuando el número de filas es muy alto, pero en este caso permite observar las

diferencias entre varias filas.
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Figura 5.6: Elipses de confianza usando el algoritmo basado en el gradiente conjugado.

5.9. Contribuciones realizadas en este capítulo

El paquete BiplotML es producto de la investigación realizada en este trabajo y le permite a

cualquier usuario aplcar los diferentes métodos y algoritmos desarrollados desde un entorno

y flujo de trabajo de una forma simple.

El paquete en versión estable se encuentra en el repositorio de CRAN para que pueda ser

instalado en cualquier computadora. Además, la versión en desarrollo puede ser encontrada

en el repositorio de GitHub: https://github.com/jgbabativam/BiplotML, el cual va contando

con nuevas funciones de prueba que se encuentran en desarrollo, y que puede ser instalado

de la siguiente forma:

install.packages("devtools")
devtools::install_github("jgbabativam/BiplotML")

Actualmente se está finalizando el artículo: "BiplotML: An R package for Logistic Biplot
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Model using Machine Learning Algorithms.", que será sometido a "The R Journal": https:

//journal.r-project.org/.
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Capı́tulo 6
Conclusiones y discusión

Los avances tecnológicos han permitido que las formas de recolectar información en la

actualidad sean más simples y rápidas, y cada vez nos vemos más enfrentados a diferentes

problemas de análisis de datos a partir de grandes volúmenes información. Esto no solo nos

brinda la oportunidad de tener una comprensión más profunda de los patrones o relaciones

que pueden revelar los datos, sino que también introduce nuevos desafíos estadísticos.

Algunos de estos están vinculados con el rendimiento que tienen los algoritmos de estimación

para llegar a una solución práctica en un método específico.

En el capítulo 2 planteó una formulación general para los métodos biplot, esto permitió

plantear el problema desde un enfoque probabilístico para llegar a funciones de pérdida

adecuadas basado en los factores de normalización de la familia exponencial. Este trabajo

se enfocó en el análisis para matrices binarias, así que se usó el factor de normalización

de una distribución Bernoulli, pero la formulación puede ser utilizada para extender los

métodos biplot con el fin de encontrar funciones de pérdida adecuadas para otros tipos de

datos dependiendo de la función de distribución de la familia exponencial.

En el mismo capítulo se postuló y se demostró el Teorema 2, que permite sustituir la

función de pérdida de un biplot logístico por otra que tiene la propiedad de estar basada en

una función cuadrática. Esta nueva formulación está basada en una función más sencilla que

facilita la aplicación de algoritmos más eficientes para ajustar el modelo, lo que representa

una gran ventaja especialmente para grandes volúmenes de datos.

Adicionalmente, en el capítulo 2 se propuso una metodología para evaluar el modelo y

poder estimar el número de dimensiones que son necesarias para realizar el ajuste. Para ello
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se desarrolló un algoritmo que permite identificar de una forma objetiva el número de ejes a

retener y que se basa en un procedimiento de validación cruzada para datos multivariantes.

En el capítulo 3 se adaptó el algoritmo del gradiente conjugado para ajustar un biplot

logístico, para ello se pueden usar 4 formulas diferentes que permiten actualizar la dirección

basada en el gradiente en cada iteración. Asimismo, se desarrolló una metodología para

usar un algoritmo de descenso coordinado por bloques a partir de la función sustituta,

basado en la metodología MM1, con lo cual se propuso y se implementó el algoritmo para

la estimación del espacio de parámetros de un modelo de biplot logístico. El rendimiento

para los 5 algoritmos fue estudiado usando métodos de Monte Carlo, donde se consideraron

matrices de diferentes dimensiones con una estructura de rango 3 y diferentes grados de

desequilibrio, midiendo la capacidad que tienen para encontrar el número correcto de

dimensiones y la habilidad para recuperar la estructura real de la matriz de parámetros.

Finalmente, las metodologías propuestas fueron aplicadas a un conjunto de datos real sobre

metilaciones del ADN para tres tipos de cáncer: carcinoma invasivo de mama (BRCA),

adenocarcinoma de pulmón (LUAD) y melanoma cutáneo de piel (SKCM). A partir del

desarrollo de este capítulo se puede concluir que:

1. El desarrollo teórico permitió proponer cinco algoritmos iterativos para ajustar un

biplot logístico, que cuentan con la propiedad de que la función de pérdida decrece

con cada iteración.

2. El rendimiento de los algoritmos basados en el gradiente conjugado, así como el

algoritmo basado en el descenso coordinado por bloques a partir de la función sustituta

no se ven afectados por el grado de desequilibrio de la matriz de datos.

3. Elegir un número de dimensiones superior al óptimo, genera un incremento en el error

cuadrático medio relativo en la estimación de la matriz de parámetros, especialmente

para el algoritmo basado en el método MM, aunque, para un valor fijo de p, las

brechas se cierran en la medida que el número de filas se aumenta.

4. Para mantener un control del error cuadrático medio, resulta de gran relevancia una
1Se le conoce así porque es un procedimiento en dos pasos. La primera M es el paso de mayorización

para identificar una función sustituta, y la segunda M es por el paso donde se aplica algún algoritmo que
permita minimizar la función
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apropiada elección del hiperparámetro k, que representa el número de dimensiones

en el modelo LB, donde la metodología basada en la validación cruzada propuesta en

este trabajo para el modelo LB mostró ser exitosa.

5. Los métodos basados en los algoritmos presentados son una contribución importante

porque brindan alternativas que permiten resolver algunos problemas que se pueden

presentar cuando se tiene un volumen alto de datos o cuando la matriz de datos está

desequilibrada.

6. El desempeño computacional de los algoritmos fue satisfactorio. Se pudo observar

que el método MM de descenso coordinado por bloques obtenido desde la función

sustituta funcionó mejor, especialmente cuando n y p aumentaron, lo que resultó en

un rendimiento que fue hasta seis veces más rápido que los algoritmos basados en el

gradiente conjugado en escenarios equilibrados.

En el capitulo 4.1, se propuso y se desarrolló la teoría para un modelo de biplot logístico

cuando se tienen datos faltantes. La propuesta parte de cambiar de formular el problema

de minimización en un biplot logístico desde otra perspectiva que está basada en el enfoque

propuesto por Pearson para un PCA, que consiste en buscar la solución como una proyección

de los datos sobre un subespacio de baja dimensión minimizando el error cuadrático medio

de la representación de dimensión k. El problema de minimización se formula a partir de

la función de pérdida solo para los valores conocidos en la matriz de datos y se lleva a

cabo un proceso de doble mayorización, que es soportado por la postulación del Teorema

2, mencionado previamente, y del Teorema 3, postulado y demostrado en este capítulo.

Para la nueva función sustituta se desarrolla y se implementa un algoritmo basado en el

descenso coordinado por bloques, que a partir de una matriz simétrica permite usar la

descomposición espectral y llegar a una solución para ajustar los parámetros del modelo.

La metodología propuesta fue aplicada a un conjunto real de datos incompleto sobre el

conflicto armado en Colombia. A partir del desarrollo de este capítulo se puede concluir

que:

1. El método propuesto permite que la matriz de datos de entrada tenga valores faltantes

y como resultado del proceso de ajuste del modelo de biplot logístico se puede obtener

la matriz con los valores imputados.
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2. Como resultado de la metodología propuesta, la matriz de marcadores fila puede

ser obtenida a partir de la matriz de marcadores columna, tal y como ocurre en el

biplot clásico. Esto reduce la cantidad de parámetros a estimar en comparación con

otras metodologías. Lo que representa una gran ventaja cuando se manejan grandes

volúmenes de información a nivel de individuos o filas.

3. Esta formulación permite hacer la proyección de nuevas filas como suplementarias

sin tener que volver a ajustar todo el modelo. Esto es posible gracias al resultado

mencionado en el punto anterior.

Las implementaciones informáticas son parte fundamental del desarrollo académico, es-

pecialmente en contextos como el de este trabajo. Estas le permiten al usuario poder

utilizar los diferentes desarrollos sin tener que entrar a la complejidad de los algoritmos. El

problema es que, en general, se requiere de un tiempo importante para su desarrollo. En este

trabajo se buscó dar un soporte práctico a los métodos propuestos, no solo desarrollando los

códigos de programación, sino buscando la manera más eficiente de escribir los algoritmos,

tratando de implementar metodologías de programación que garanticen un buen desem-

peño computacional. Al ponerlo a disposición de los usuarios, se espera que los métodos

propuestos puedan ser utilizados en diferentes áreas del conocimiento, proporcionando

funciones donde se pueden cambiar los argumentos según las necesidades de cada usuario y

generando objetos gráficos de salida en entornos que puedan ser complementados por otros

paquetes cuando se quieran realizar modificaciones. Todos los procedimientos, metodologías

y algoritmos propuestos en el desarrollo de este trabajo fueron organizados en un paquete

de R denominado BiplotML, y de esta forma facilitar el uso de los métodos en la práctica.

En el capítulo 5 se presenta una introducción al manejo, así como las salidas del paquete.

Algunos elementos a destacar son:

1. El paquete se encuentra publicado en el repositorio de CRAN, por lo que puede ser

instalado en cualquier ordenador.

2. Todas las funciones del paquete fueron documentadas siguiendo las normas de CRAN,

las cuales pueden ser consultadas en la ayuda de cada función o en el repositorio

https://cran.r-project.org/web/packages/BiplotML/BiplotML.pdf.
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3. La implementación de los algoritmos basados en el gradiente conjugado, el proce-

dimiento MM y el método de ajuste por proyección de datos presentados en este

trabajo están implementados en el paquete dentro de una función, donde el usuario

solo debe especificar su matriz binaria y el método que desea implementar.

4. Los métodos para llevar a cabo el proceso de validación cruzada y el cálculo de errores

de entrenamiento son implementados con una salida gráfica que le indica al usuario

el número de dimensiones que debe utilizar para ajustar el modelo.

5. Se agregaron diferentes argumentos en las funciones para generar una mejor experien-

cia. El usuario puede elegir el color para los marcadores fila y columna, además tiene

la opción de que los marcadores fila se representen con un color diferente dependiendo

de una variable cualitativa, entre otras. Los objetos gráficos son elaborados en entorno

ggplot2, de modo que los usuarios pueden agregar capas que le permiten tener un

diseño del gráfico según su gusto y necesidad.

6. En el paquete se encuentra una metodología de bootstrap no paramétrico para realizar

la inferencia de los resultados obtenidos con un biplot logístico binario, incluyendo un

paso que usa un procedimiento procrustes para minimizar el efecto de las reflexiones

o rotaciones generadas por las diferentes configuraciones y que puede distorsionar la

varianza de los estimadores.
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Capı́tulo 7
Líneas futuras de investigación

A partir de los métodos investigados y de los resultados obtenidos en este trabajo se pueden

continuar o abrir otras líneas que pueden ser investigadas en el marco de los métodos

biplot.

1. Aunque el patrón de eliminación de Wold resultó muy eficiente para realizar el

procedimiento de validación cruzada, existen otros enfoques que podrían llegar a

ser ensayados. Un método de validación bi-cruzada (BCV), que consiste en omitir

simultáneamente una fila y columna fue propuesto por Gabriel (2002), y luego fue

generalizado por Owen, Perry y col. (2009) a modelos de factorización de matrices

no negativas (NMF) y, por Fu y Perry (2020) para la elección del número de clústers

en K-medias. El proceso de validación bi-cruzada consiste en tener un patrón que, al

reorganizar las filas y columnas, divide la matriz de datos en cuatro bloques, donde

un bloque de la diagonal es observado y el otro corresponde a los datos eliminados.

La metodología consiste en usar el bloque diagonal observado como conjunto de

entrenamiento para ajustar el modelo y luego usar el modelo para predecir el bloque

no observado (conjunto de prueba) basado en los bloques fuera de la diagonal.

2. Considerar penalizaciones para construir un modelo sparse dependiendo del tipo de

datos, el problema puede ser fomulado como:

mı́n
µ;A;B

L∗ (Θ) = mı́n
µ;A;B

n∑
i=1

G(µ + Bai) − tr
(
(1nµ

T + ABT )XT
)

+ P (λ). (7.1)
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En el caso del biplot logístico la función a minimizar podría ser expresada como

mı́n
µ;A;B

L (Θ) + λh(Θ) (7.2)

donde λ es un parámetro de regularización. Basado en el método MM, se puede

mayorizar la función de pérdida y luego usar un algoritmo de minimización. El

problema puede ser abordado mayorizando de forma separada L (Θ) y h(Θ). De

esta forma el Teorema 2 o el Teorema 3 pueden ser utilizados como la función de

mayorización de L (Θ), y elegir una función de penalización que se pueda mayorizar

de una forma simple.

3. Basado en la metodología desarrollada en el capítulo 4, es posible formular un método

análogo al biplot dinámico propuesto por Egido y Galindo (2015), para un arreglo

binario de tres vías. De esta forma se ajustaría el modelo de biplot logístico para

una de las ocasiones y las demás se proyectarían utilizando la estimación obtenida

para los marcadores de las columnas. La interpretación de las distancias en la escala

del biplot logístico, así como las demás propiedades obtenidas en el biplot dinámico

serían parte de la investigación.

4. Utilizando la metodología propuesta y desarrollada en el capítulo 4, se podría adaptar

el modelo de X-STATIS para el caso en que las matrices sean binarias. De este

modo se construye Z como la matriz que en cada columna contiene el Vec(Xt) para

t = 1, . . . , T . La matriz Z puede ser tratada con el método basado en la proyección

de datos y se puede dar tratamiento a los valores faltantes. De esta forma se podría

construir ΘZ y llegar a una matriz de compromiso. Dado que el método de proyección

de datos permite proyectar las filas de una matriz como suplementarias, entonces

podría ser factible representar los marcadores fila para las matrices iniciales en el

espacio del compromiso.
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Apéndice A
Código para el proceso de Monte Carlo

El proceso de Monte Carlo consideró múltiples escenarios con el fin de evaluar el rendimiento

de los algoritmos y calcular el error estándar de las estimaciones. Así que se implementó el

siguiente código que utiliza un esquema basado en programación funcional y procesamiento

paralelo.

library(pacman)
p_load(BiplotML, here, data.table, tidyverse,

bcv, pracma, MASS, beepr,
future, furrr, future.apply, parallel)

source(here::here("./R/0. functions.R"))

params <- tribble(
~n, ~p, ~k, ~D, ~C,

100, 50, 3, 0.5, 20,
300, 50, 3, 0.5, 20,
500, 50, 3, 0.5, 20,

1000, 50, 3, 0.5, 20,
100, 100, 3, 0.5, 20,
300, 100, 3, 0.5, 20,
500, 100, 3, 0.5, 20,

1000, 100, 3, 0.5, 20,
100, 200, 3, 0.5, 20,
300, 200, 3, 0.5, 20,
500, 200, 3, 0.5, 20,
100, 50, 3, 0.1, 20, #Desbalance 0.3
300, 50, 3, 0.1, 20, #Desbalance 0.3
500, 50, 3, 0.1, 20, #Desbalance 0.3

1000, 50, 3, 0.1, 20, #Desbalance 0.3
100, 100, 3, 0.15, 20, #Desbalance 0.3
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300, 100, 3, 0.15, 20, #Desbalance 0.3
500, 100, 3, 0.15, 20, #Desbalance 0.3

1000, 100, 3, 0.15, 20, #Desbalance 0.3
100, 200, 3, 0.2, 20,
300, 200, 3, 0.2, 20,
500, 200, 3, 0.2, 20,
100, 50, 3, 0.02, 20, #Desbalance 0.2
300, 50, 3, 0.02, 20, #Desbalance 0.2
500, 50, 3, 0.02, 20, #Desbalance 0.2

1000, 50, 3, 0.02, 20, #Desbalance 0.2
100, 100, 3, 0.055, 20, #Desbalance 0.2
300, 100, 3, 0.055, 20, #Desbalance 0.2
500, 100, 3, 0.055, 20, #Desbalance 0.2

1000, 100, 3, 0.055, 20, #Desbalance 0.2
100, 200, 3, 0.085, 20,
300, 200, 3, 0.085, 20,
500, 200, 3, 0.085, 20,
100, 50, 3, 0.002, 20, #Desbalance 0.1
300, 50, 3, 0.002, 20, #Desbalance 0.1
500, 50, 3, 0.002, 20, #Desbalance 0.1

1000, 50, 3, 0.002, 20, #Desbalance 0.1
100, 100, 3, 0.009, 20, #Desbalance 0.1
300, 100, 3, 0.009, 20, #Desbalance 0.1
500, 100, 3, 0.009, 20, #Desbalance 0.1

1000, 100, 3, 0.009, 20, #Desbalance 0.1
100, 200, 3, 0.025, 20,
300, 200, 3, 0.025, 20,
500, 200, 3, 0.025, 20,

)

###-----------------Simular X, \Theta, \Pi.

samples <- function(n, p, k, D, C){
xs <- simBin(n = n, p = p, k = k, D = D, C = C)
return(xs)

}

###-----------------------------------.
### Monte Carlo

plan(multiprocess)

inicio <- Sys.time()
R <- 30
### Estimo los errores para R remuestras usando programación funcional
sale <- furrr::future_map(1:R, function(x){
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lsamples = params %> % purrr::pmap(samples)
out <- future_mapply(function(x, dimen){

#--- BFGS Algorithm
BFGS <- BiplotML::LogBip(x$X, k = dimen, method = "BFGS",

plot = FALSE, random_start = FALSE)
ThetaBFGS <- BiplotML::fitted_LB(BFGS, type = "link")
predBFGS <- BiplotML::pred_LB(BFGS, x = x$X, ncuts = 50)
rBFGS <- predBFGS$BACC; rmse_BFGS <- rmse(x$Theta, ThetaBFGS)
cvBFGS <- crossval(x$X, k = dimen, thres = predBFGS$thresholds,

method = "BFGS")
#--- Fletcher-Reeves Algorithm
FR <- BiplotML::LogBip(x$X, k = dimen, method = "CG", type = 1,

plot = FALSE, random_start = FALSE)
ThetaFR <- BiplotML::fitted_LB(FR, type = "link")
predFR <- BiplotML::pred_LB(FR, x = x$X, ncuts = 50)
fr_CG <- predFR$BACC; rmse_FR <- rmse(x$Theta, ThetaFR)
cvFR <- crossval(x$X, k = dimen, thres = predFR$thresholds,

method = "CG", type = 1)
#--- Polak--Ribiere Algorithm
PR <- BiplotML::LogBip(x$X, k = dimen, method = "CG", type = 2,

plot = FALSE, random_start = FALSE)
ThetaPR <- BiplotML::fitted_LB(PR, type = "link")
predPR <- BiplotML::pred_LB(PR, x = x$X, ncuts = 50)
pr_CG <- predPR$BACC; rmse_PR <- rmse(x$Theta, ThetaPR)
cvPR <- crossval(x$X, k = dimen, thres = predPR$thresholds,

method = "CG", type = 2)
#--- Beale--Sorenson Algorithm
BS <- BiplotML::LogBip(x$X, k = dimen, method = "CG", type = 3,

plot = FALSE, random_start = FALSE)
ThetaBS <- BiplotML::fitted_LB(BS, type = "link")
predBS <- BiplotML::pred_LB(BS, x = x$X, ncuts = 50)
bs_CG <- predBS$BACC; rmse_BS <- rmse(x$Theta, ThetaBS)
cvBS <- crossval(x$X, k = dimen, thres = predBS$thresholds,

method = "CG", type = 3)
#--- Dai--Yuan Algorithm
DY <- BiplotML::LogBip(x$X, k = dimen, method = "CG", type = 4,

plot = FALSE, random_start = FALSE)
ThetaDY <- BiplotML::fitted_LB(DY, type = "link")
predDY <- BiplotML::pred_LB(DY, x = x$X, ncuts = 50)
DY_CG <- predDY$BACC; rmse_DY <- rmse(x$Theta, ThetaDY)
cvDY <- crossval(x$X, k = dimen, thres = predDY$thresholds,

method = "CG", type = 4)
#--- MM - BCD algorithm
tMM <- BiplotML::LogBip(x$X, k = dimen, method = "MM",

plot = FALSE)
ThetaMM <- BiplotML::fitted_LB(tMM, type = "link")
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predMM <- BiplotML::pred_LB(tMM, x = x$X, ncuts = 50)
CD_MM <- predMM$BACC; rmse_MM <- rmse(x$Theta, ThetaMM)
cvMM <- crossval(x$X, k = dimen, thres = predMM$thresholds,

method = "MM")
#----- Salida.
outr <- list(n = x$n, p = x$p, k = dimen,

D_t = x$D_t, D_r = round(x$D_r, 2),
BFGS = rBFGS, fr_CG = fr_CG, pr_CG = pr_CG,
bs_CG=bs_CG, DY_CG = DY_CG, MM = CD_MM,
rmse_BFGS = rmse_BFGS, rmse_FR = rmse_FR,
rmse_PR = rmse_PR, rmse_BS = rmse_BS,
rmse_DY = rmse_DY, rmse_MM = rmse_MM,
cvTBFGS = cvBFGS$cvT, cvTFR = cvFR$cvT,
cvTPR = cvPR$cvT, cvTBS = cvBS$cvT,
cvTDY = cvDY$cvT, cvTMM = cvMM$cvT,
cvDBFGS = cvBFGS$cvD, cvDFR = cvFR$cvD,
cvDPR = cvPR$cvD, cvDBS = cvBS$cvD,
cvDDY = cvDY$cvD, cvDMM = cvMM$cvD)

return(outr)
}, lsamples, 1:5)

}, .progress = TRUE)

resulta <- as.data.frame(matrix(unlist(sale), ncol=29, byrow=TRUE))
colnames(resulta) <-

c("n", "p", "k", "desb.teorico", "desb.real",
"BFGS", "CG_Fletcher", "CG_Polak", "CG_Beale", "CG_DY", "MM",
"RMSE_BFGS", "RMSE_FR", "RMSE_PR", "RMSE_BS", "RMSE_DY", "RMSE_MM",
"cvT.BFGS", "cvT.FR", "cvT.PR", "cvT.BS", "cvT.DY", "cvT.MM",
"cvD.BFGS", "cvD.FR", "cvD.PR", "cvD.BS", "cvD.DY", "cvD.MM")

#save(resulta, file=here::here("data/results.rda"))
fin <- Sys.time()
fin - inicio
beepr::beep(8)

###---- Medidas finales de precisión y error
resumen <- resulta %> % group_by(n, p, k, desb.teorico) %> %

summarise_all(mean) %> % ungroup()

resumen %> %
dplyr::select(n, p, k, desb.teorico, desb.real, starts_with("cvD")) %> %
pivot_longer(-c("n", "p", "k", "desb.teorico", "desb.real"),

names_to = "Algoritmo", values_to = "Error") %> %
ggplot(aes(x = k, y = Error, group = Algoritmo)) +
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geom_line(aes(linetype=Algoritmo, color=Algoritmo)) +
geom_point(aes(color=Algoritmo))+
scale_y_continuous(breaks = seq(0,100,5)) +
scale_x_continuous(breaks = seq(0, 5, 1)) +
labs(y = "BACC ( %)", x = "k") + theme_bw() +
facet_grid( n ~ p)

####---- Fin
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