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ABSTRAK 

 

Indonesia selalu muncul masalah lingkungan yang berkaitan dengan sampah. Pada 

tahun 2020  jumlah sampah di Indonesia mencapai 67,8 juta ton. Salah satu 

metode pengelolaan sampah yaitu metode Organic Solid Waste. OSW memiliki 

kekurangan diantaranya adalah efisiensi yang buruk, biaya yang tinggi, dan 

memiliki potensi terhadap ancaman kesehatan manusia yang melakukan 

pemilahan sampah. Untuk membantu hal tersebut  perlu dibangun sebuah model 

yang bisa melakukan klasifikasi jenis sampah secara cepat, dan efisien, salah satu 

metode yang bisa digunakan yaitu Convolutional Neural Network (CNN). CNN 

memiliki arsitektur yang menjadi state-of-the-art yaitu EfficientNet-B1 merupakan 

metode yang memiliki efisiensi, dan kinerja yang lebih baik dengan meningkatkan 

model menggunakan tuning hyperparameter. Tunning hyperparameter yang 

digunakan yaitu learning rate, optimizer, dan fungsi aktivasi. Akurasi tertinggi 

pada eksperimen 5 dengan tuning hyperparameter, menggunakan split data 90:10, 

fungsi aktivasi Rectified Linear Unit, optimizer Adam, dan learning rate 0.01 

menghasilkan nilai F1-Score 99,68%. Pengujian aplikasi web terhadap model 

terbaik yang telah di-deployment berhasil melakukan prediksi terhadap data yang 

berbeda. 

Kata Kunci : Convolutional, EfficientNet-B1, F1-Score, Hyperparameter Tuning, 

Sampah Organik 
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ABSTRACT 

 

Indonesia always has environmental problems related to waste. In 2020, the 

amount of waste in Indonesia reaches 67.8 million tons. One of the waste 

management methods is the Organic Waste method. OSW has drawbacks 

including poor efficiency, high cost, and the potential threat to human health by 

sorting waste. To solve that problem, it is necessary to build a model which can 

classify waste types quickly, and efficiently. One of methods, which can be used, is 

the Convolutional Neural Network (CNN). CNN has an architecture which 

becomes a state-of-the-art, namely EfficientNet-B1. That is a method which has 

efficiency, and better performance by improving the model using hyperparameter 

tuning. The tuning hyperparameters which are used are learning rate, optimizer, 

and activation function. The highest accuracy in experiment 5 with 

hyperparameter tuning, the use of 90:10 data splits, the activation function of 

Rectified Linear Unit, Adam's optimizer, and 0.01 learning rate resulted in an F1-

Score value of 99.68%. Testing the web application against the best deployed 

model succeeded in making predictions on different data. 

Keywords: Convolutional, EfficientNet-B1, F1-Score, Hyperparameter Tuning, 

Organic Waste 
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BAB 1 

PENDAHULUAN 

 

1.1 Latar Belakang 

Indonesia selalu muncul masalah lingkungan yang berkaitan dengan 

sampah. Seiring dengan bertambahnya penduduk, maka permasalahan mengenai 

sampah pada lingkungan semakin bertambah [1]. Pada tahun 2020  jumlah 

sampah di Indonesia mencapai 67,8 juta ton, angka ini naik 0,8 juta ton jika 

dibandingan dengan tahun 2019 yang berjumlah 67 juta ton [2]. Banyak upaya 

untuk mengurangi polusi sampah yang ada lingkungan, salah satunya adalah 

menggunakan metode Organic Solid Waste (OSW) [3].  

Menurut Hao nan Guo (2020), OSW merupakan metode pengelolaan 

sampah menggunakan tenaga manusia untuk melakukan pemilahan sampah di 

tempat penampungan sampah. OSW memiliki kekurangan diantaranya adalah 

efisiensi yang buruk, biaya yang tinggi, dan memiliki potensi terhadap ancaman 

kesehatan manusia yang melakukan pemilahan sampah [3]. Kekurangan tersebut 

bisa dibantu dengan membangun sebuah model pintar yang mampu melakukan 

pemilahan sampah secara langsung, dan efisien di tingkat perumahan untuk 

meminimalisir jumlah zat kimia yang dikirim ke tempat pembuangan sampah, dan 

memungkinkan bahan yang bisa didaur ulang diolah sesuai dengan jenisnya [4]. 

Pemodelan terkait dengan pemilahan sampah telah dilakukan oleh 

Leonardo, Yohannes, dan Ery Hartati (2020), dengan membangun sebuah model 

yang mampu melakukan klasifikasi jenis sampah dengan menggunakan metode 

Local Binary Pattern (LBP) untuk ekstraksi fitur, dan Support Vector Machine 

(SVM) sebagai metode klasifikasi memperoleh nilai akurasi sebesar 87,82% [1]. 

Berdasarkan penelitian dari Xiangpo Wei (2019) metode Local Binary Pattern 

(LBP) terdapat kekurangan dalam waktu pelatihan karena fitur yang dibentuk oleh 

LBP lebih besar dari gambar masukan asli . Selain dari kekurangan dalam waktu 
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pelatihan, LBP memiliki akurasi rendah jika dibandingkan dengan beberapa 

metode ekstraksi fitur lain seperti Convolutional Neural Network (CNN) [5]. LBP 

menghasilkan akurasi sebesar 98,60% sedangkan CNN memperoleh lebih tinggi 

di atas 99% hal ini dinilai CNN lebih efektif dalam ekstraksi fitur dengan 

penggunaan jumlah data yang besar [6]. 

CNN merupakan metode yang mengganti pendekatan berbasis fitur pada 

machine learning memiliki efisiensi, dan kinerja yang lebih baik dalam 

melakukan klasifikasi secara real-time [7]. CNN mempunyai kemampuan untuk 

mempelajari fitur dari gambar tidak terstruktur sehingga menghasilkan gambar 

klasifikasi [8]. Beberapa penelitian terkait pemilahan sampah organik dan sampah 

anorganik yang menggunakan metode CNN, yaitu pada artikel Design of a 

Convolutional Neural Network Based Smart Waste Disposal System. Data yang 

digunakan adalah gambar yang terdiri dari 10 kelas dengan jumlah data hanya 100 

gambar sampah. Model yang digunakan adalah model yang dibangun dengan 

arsitektur CNN AlexNet. Akurasi yang dihasilkan sebesar 96% [9]. Berdasarkan 

penilitian yang dilakukan oleh Krizhevsky(2012), AlexNet memiliki kekurangan 

dari waktu pelatihan data karena jumlah parameter yang besar sekitar 60 juta 

parameter sehingga membuat pelatihan menjadi lambat [10]. Untuk mengatasi 

parameter yang besar diperlukan arsitektur dengan parameter yang sedikit, 

memiliki waktu pelatihan yang lebih cepat, dan efisien salah satunya yaitu 

EfficientNet [11]. 

EfficientNet arsitektur baru yang memanfaatkan depth, width, dan resolution 

dari sebuah jaringan sehingga menghasilkan kinerja yang bagus, khususnya dari 

segi komputasi, dan ukuran parameter [11]. EfficientNet-B1 merupakan sub 

arsitektur EfficientNet yang memiliki jumlah parameter 7,8 juta parameter, 

memperoleh hasil matriks precision, recall, dan F1-Score dengan hasil 95% pada 

penerapan klasifikasi jenis buah dengan citra gambar Red Green Blue (RGB) [12]. 

EfficientNet selanjutnya mengalami peningkatan akurasi yang signifikan berupa 

pemodelan yang disebut dengan Noisy Student [13]. 
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Noisy Student merupakan pemodelan yang dirancang dengan memanfaatkan 

dropout, stochastic depth, dan Random Augmentation dalam proses 

pembelajarannya. Noisy Student tetap memanfaatkan jumlah parameter pada 

EfficientNet dengan state-of-the-art  88.4% pada awal tahun 2020. Model ini 

menjadikan arsitektur yang lebih baik dari arsitektur EfficientNet sebelumnya 

[13]. 

Arsitektur CNN seperti EfficinetNet memiliki kemampuan untuk mengatasi 

overfitting pada data latih dengan memanfaatkan beberapa teknik pada 

regularization [14]. Selain menggunakan regularization, teknik yang bisa 

dilakukan yaitu tuning hyperparameter seperti mengatur learning rate, optimizer, 

dan data splitting untuk meningkatkan performa model yang lebih baik seperti 

peningkatan akurasi, dan jumlah waktu yang dibutuhkan untuk pelatihan data[15]. 

Tahap regularization untuk data splitting yang terbaik yaitu 90% untuk data 

latih, dan 10% untuk data validasi dengan akurasi terbaik 80,57% [16], dengan 

batas data splitting minimum yang disarankan 70:30, karena distribusi data latih 

lebih besar sehingga model tetap mempelajari banyak fitur[17]. Selain data 

splitting, regularization lain yang bisa digunakan yaitu learning rate. Ukuran 

learning rate bisa diatur dari 10
0
-10

-8
 [18]. Walaupun ukuran learning rate bisa 

diatur, ada batas learning rate yang paling optimal yaitu dari 10
-2

-10
-4

 karena 

ukuran ini dinilai paling optimal [19]. Sedangkan untuk optimizer yang paling 

baik yaitu adaptive moment estimation (adam) karena optimizer ini merupakan 

gabungan dari optimizer sebelumnya yaitu adaptive gradient (adagrad), dan Root 

Means Square Propagations (RMSProp) yang mampu mengurangi nilai cost 

function hingga lebih kecil [20]. Dengan kelebihan tersebut optimizer akan 

menggunakan learning rate 10
-2

-10
-4

. 

Berdasarkan uraian diatas, penelitian ini akan melakukan eksperimen untuk 

menentukan model terbaik dari arsitektur EfficientNet-B1 model noisy student 

karena memiliki parameter yang sedikit, dan akurasi F1-Score terbaik. 

Eksperiemen dilakukan dengan menggunakan tuning hyperparameter untuk 
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memperoleh model yang optimal. Model optimal tersebut akan digunakan untuk 

melakukan klasifikasi terhadap jenis sampah yang bersifat umum. 

1.2 Rumusan Masalah 

Rumusan masalah yang didapat berdasarkan latar belakang diatas adalah 

bagaimana menghasilkan model terbaik dari arsitektur EfficientNet-B1 dalam 

pengklasifikasian sampah organik dan anorganik? 

1.3 Batasan Masalah 

Pada penelitian ini ditentukan batasan masalah agar cakupan tidak meluas, 

atau menyimpang dari yang telah direncanakan. Adapun batasan masalah pada 

penelitian ini yaitu dataset yang digunakan merupakan citra gambar RGB 

sebanyak 3.123 gambar. 

1.4 Tujuan Penelitian 

Adapun tujuan yang ingin dicapai dari penelitian ini adalah untuk 

menghasilkan model terbaik dari arsitektur EfficientNet-B1 dalam 

pengklasifikasian sampah organik dan anorganik. 

1.5 Sistematika Penelitian 

Penulisan laporan tugas akhir ini tersaji dengan sistematika penulisan 

sebagai berikut: 

Bab I Pendahuluan 

Bagian ini berisi tentang deskripsi umum tugas akhir yang meliputi latar 

belakang, rumusan masalah, batasan masalah, tujuan penelitian dan 

sistematika penulisan. 

Bab II Landasan Teori 

Berisi penjelasan-penjelasan teori-teori yang mendukung terhadap 

penerapan metode. Teori tersebut antara lain adalah sampah, Machine 

Learning, Artificial Neural Network, Deep Learning, Convolutional Neural 

Network (CNN), Arsitektur CNN, dan penelitian terkait. 
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Bab III Metodologi Penelitian 

Berisi pembahasan mengenai langkah-langkah yang dilakukan dalam 

penelitian ini. Langkah-langkah tersebut antara lain adalah pengumpulan 

data, deep learning, evaluasi dan analisis, kesimpulan. 

Bab IV Analisa dan Perancangan 

Bab ini Berisi tentang analisa dan perancangan penerapan metode CNN 

yang akan digunakan sebagai dasar tahap implementasi yang akan 

dilaksanakan berikutnya. 

Bab V Implementasi dan Pengujian 

Bab ini membahas mengenai penerapan metode CNN terhadap data. Bab ini 

juga meliputi pengujian dari hasil implementasi yang telah dibangun. 

Bab VI Penutup 

Bab ini berisi tentang kesimpulan dan saran dari hasil penelitian Tugas 

Akhir yang telah  dilakukan. 
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BAB 2 

LANDASAN TEORI 

 

2.1 Sampah 

Sampah merupakan limbah yang bersifat padat yang terdiri dari bahan 

organik dan anorganik yang telah dianggap tidak berguna, dan harus dikelola 

dengan sebaik mungkin agar tidak membahayakan lingkungan hidup, dan 

melindungi investasi pembangunan [21]. 

Sampah terbagi menjadi dua jenis yaitu sampah organik dan sampah 

anorganik. Sampah organik merupakan sampah yang bahan-bahan penyusunnya 

berasal dari makhluk hidup. Baik itu diambil dari alam, maupun dari hasil 

kegiatan pertanian, perkebunan, dan perikanan. Sampah organik mudah diuraikan 

melalui proses yang alami, dan tidak membutuhkan waktu yang lama dalam 

proses penguraian. Contohnya yaitu sampah dedaunan kering, kayu, sayur, buah, 

dan jenis lainnya yang mudah terurai melalui proses yang alami[21]. 

    

Gambar 2.1 Sampah organik yang berasal dari makhluk hidup 

Sampah anorganik adalah jenis sampah yang berasal dari sumber daya alam 

tidak bisa diperbarui seperti mineral dan minyak bumi atau dihasilkan dari proses 

produksi industri. Beberapa bahan tersebut biasanya tidak terdapat di alam, 

diantaranya yaitu plastik, aluminium, dan kaca. Sebagian zat anorganik secara 
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keseluruhan tidak dapat terurai di alam, sedangkan sebagian lainnya bisa diurai 

oleh alam, tetapi membutuhkan waktu yang lama dalam penguraiannya hingga 

benar-benar hancur. Contoh dari sampah anorganik ini yaitu botol kaca, botol 

plastik, styrofoam, kaleng, PVC(pipa), sedotan plastik, dan kantong plastik [21]. 

           

Gambar 2.2 Sampah anorganik yang tidak berasal dari makhluk hidup 

 

2.2 Machine Learning 

Machine Learning merupakan bidang studi yang memberikan kemampuan 

sebuah komputer untuk belajar tanpa perlu dilakukan pemrograman secara 

eksplisit [22]. Terdapat dua hal penyebab munculnya machine learning yaitu 

bagaimana cara membangun sistem komputer secara otomatis berdasarkan 

pengalaman yang dipelajari oleh komputer, dan penerapan hukum dasar teori 

statistik komputasi dan informasi yang mengatur sistem pembelajaran diantaranya 

komputer, manusia, dan organisasi, sehingga bisa diterapkan di banyak aplikasi 

[23]. 

Machine Learning telah berkembang secara pesat selama dua dekade 

terakhir. Mulai dari tahap penelitian di laboratorium, hingga pemanfaatannya 

terhadap teknologi praktis yang telah digunakan secara komersial. Dalam ilmu 

komputer Artificial Intelligence, Machine Learning muncul sebagai sebuah 

metode  pengembangan perangkat lunak untuk penerapan computer vision, 

pengenalan suara, NLP, kontrol terhadap robot, dan penerapan aplikasi 
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lainnya[24]. Salah satu penerapan dari Machine Learning dapat dilihat pada 

gambar berikut: 

 

Gambar 2.3 Penerapan machine learning pada computer vision satu objek, dan dua objek 

(Sumber: https://www.kdnuggets.com) 

Gambar 2.3 merupakan salah satu penerapan dari Machine Learning yang 

mampu mengenali sebuah objek berdasarkan fitur-fitur yang dimiliki pada gambar 

yang akan dipelajari oleh komputer. 

Machine Learning memiliki beberapa proses dalam melakukan 

pembelajaran terhadap data sehingga menghasilkan keluaran yang diharapkan. 

Proses Machine Learning dapat dilihat pada gambar berikut: 

 

Gambar 2.4 Proses pada machine learning dari dahap masukan hingga keluaran 

(Sumber: https://www.tosall.com) 

Pada gambar 2.4 menunjukan bahwa proses Machine Learning terbagi 

menjadi menjadi empat bagian. Empat bagian tersebut yaitu input, feature 

extraction, classification, dan output. Input merupakan data yang digunakan untuk 

https://www.kdnuggets.com/
https://www.tosall.com/
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dilakukan pembelajaran mesin. Feature Extraction merupakan tahapan untuk 

menghasilkan fitur-fitur pada data yang telah dimasukan. Pada tahapan ini 

machine learning  membutuhkan bantuan manusia dalam menghasilkan fitur-fitur 

pada sebuah data.  Classification merupakan tahapan penentuan klasifikasi 

terhadap data yang telah mengalami feature extraction, hasil tersebut akan diubah 

kedalam bentuk array, array ini akan mengalami fully-connected untuk 

melakukan penentuan kelompok dari data yang telah dimasukan berdasarkan nilai 

yang paling dominan [25]. Machine Learning terbagi menjadi 4 bagian, 

diantaranya Supervised Learning, Semi Supervised Learning. Unsupervised 

Learning, dan Reinforcement Learning [26]. 

2.2.1 Supervised Learning 

Supervised Learning disebut juga dengan pembelajaran terawasi, yang 

berarti pada pembelajaran ini terdapat guru yang mengajar dan siswa yang belajar. 

Metode pembelajaran ini disebut dengan supervised karena ada yang memberikan 

contoh jawaban. 

Tujuan dari supervised learning umumnya berkaitan dengan klasifikasi. 

Dengan contoh klasifikasi sampah organik dan anorganik, klasifikasi penyakit 

tumor, klasifikasi jenis buah, dan lain sebagainya yang termasuk klasifikasi. 

Klasifikasi pada supervised learning terbagi menjadi menjadi dua kategori 

yaitu binary classification (dua kelas atau dua kategori), multi classification 

(multi kelas atau kategori lebih dari dua). Selain itu tipe klasifikasi tambahan 

yaitu multi label classification yang berbeda dengan multi classification. 

Perbedaan multi classification yaitu satu sampel hanya berespondensi dengan satu 

kelas, sedangkan multi label classification satu sampel dapat berespondensi 

dengan lebih dari satu kelas [26]. 

2.2.2 Unsupervised Learning 

Unsupervised Learning merupakan pembelajaran yang tidak ada guru 

yang bertugas sebagai pemberi petunjuk (mengajar). Contoh tugas dari 

unsupervised learning yaitu clustering. Clustering merupakan bentuk dari 
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unsupervised learning, yang bertugas mencari sifat-sifat yang menonjol dari 

properties data [26]. 

2.3 Artificial Neural Network (ANN) 

Artificial Neural Network (ANN) disebut juga Jaringan Syaraf Tiruan (JST) 

adalah cabang dari kecerdasan buatan (Artificial Intelligence). ANN merupakan 

model matematika yang terinspirasi dari fitur fungsional dari jaringan saraf 

biologis pada otak manusia. Jaringan saraf memiliki sekumpulan neuron buatan 

yang terhubung, dan memproses informasi  menggunakan bentuk koneksi dalam 

komputasinya. Umumnya ANN adalah sistem adaptif yang menyelaraskan 

organisasinya berdasarkan informasi dari luar atau informasi dari dalam yang 

berjalan menuju jaringan lain selama proses pembelajaran [27]. 

Neural Network yang terbaru adalah alat pemodelan data numerik non-

linear. NN digunakan untuk pemodelan hubungan antara input dan output atau 

untuk menemukan pola pada data. ANN telah diterapkan di berbagai aplikasi. 

Diantaranya prediksi, pengenalan karakter pada tulisan tangan, dan evaluasi harga 

perumahan. 

 

Gambar 2.5 Proses feedforward ANN dari tahap masukan hingga fungsi aktivasi 

Gambar  2.5 diatas menunjukan langkah feed forward pada jaringan ANN. 

b = menandakan bias, w = merupakan weight, s = hasil penjumlahan perkalian 

linear, f = fungsi aktivasi. Proses yang dilalui yaitu nilai pada masing-masing 

neuron akan dikalikan dengan masing-masing weight yang terhubung dengan 

neuron, selanjutnya dijumlah dengan nilai bias, setelah dilakukan penjumlahan 
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bias hasil nilai yang diperoleh akan dilakukan perhitungan menggunakan fungsi 

aktivasi [28]. 

Pembelajaran ANN bisa diarahkan (directed) atau tidak diarahkan 

(undirected). Pelatihan terarah yaitu pelatihan yang memberikan jaringan saraf 

sekumpulan data sampel disertai dengan output yang diprediksi dari tiap-tiap 

sampel, saat pelatihan terarah berlanjut, jaringan saraf melewati tahap iterasi, atau 

epoch. Sehingga hasil output dari jaringan saraf sama dengan keluaran yang 

diprediksi, dengan hasil tingkat kesalahan yang lebih kecil. Pelatihan tidak terarah 

sama dengan pelatihan terarah, tetapi pada pelatihan tidak terarah tidak ada hasil 

output prediksi yang disediakan. Pelatihan ini terjadi karena jaringan saraf 

melakukan klasifikasi terhadap masukan menjadi beberapa kelompok. 

Pelatihan(training) merupakan proses dimana weight (bobot) koneksi ditetapkan. 

Sebagian besar algoritma pelatihan dimulai dengan menetapkan angka acak ke 

matriks width. Kemudian validasi jaringan saraf diperiksa. Setelahnya, weight 

diatur berdasarkan seberapa valid jaringan saraf telah dilakukan. Proses pelatihan 

ini akan dilakukan berulang sampai kesalahan validasi berada pada batas yang 

bisa diterima. 

Validasi dilakukan setelah jaringan saraf terlatih dan harus dinilai untuk 

mengetahui apakah model telah siap digunakan. Tahap ini merupakan tahap 

penting agar bisa ditentukan apakah diperlukan latihan tambahan. Untuk 

memvalidasi jaringan saraf dengan benar, diperlukan sekitar 80% dari total 

sampel data digunakan untuk data latih, dan sisanya digunakan untuk data validasi 

[27]. 
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Gambar 2.6 Lapisan(Layer) pada ANN untuk Multi Layer Perceptron 

(Sumber: https://medium.com/@ImadPhd) 

ANN terbagi menjadi tiga bagian yang neuronnya diatur dan terkait satu 

sama lain dapat dilihat pada gambar berikut. 

1. Input Layer 

Input Layer adalah lapisan yang mengambil masukan dari data sampel. 

Disebut Visible Layer karena bagian terluar jaringan yang terbuka. Selain itu 

jaringan saraf sering digambarkan berupa lapisan yang terlihat dengan satu neuron 

per nilai masukannya. 

2. Hidden Layer 

Lapisan setelah Input Layer adalah Hidden Layer. Disebut  Hidden Layer 

karena lapisan ini secara langsung tidak langsung terhubung dengan masukan. 

Struktur jaringan yang paling sederhana adalah memiliki satu neuron di hidden 

layer dan pada layer tersebut langsung mengeluarkan nilai. Hidden layer sendiri 

bisa lebih terdiri dari satu hidden layer. 

3. Output Layer 

Output Layer merupakan lapisan terakhir dan berfungsi mengeluarkan nilai 

atau nilai vektor yang sesuai dengan format yang diperlukan untuk masalah 

tersebut. Pada Output Layer terdapat fungsi aktivasi (activation function) yang 

disesuaikan dengan masalah yang dihadapi, untuk menjadi model yang baik. 

Sebagai contoh, masalah regresi bisa memiliki neuron keluaran tunggal dan 

https://medium.com/@ImadPhd


13 

 

neuron mungkin tidak memiliki fungsi aktivasi; masalah klasifikasi dengan dua 

kelas (binary classification) bisa memiliki neuron keluaran tunggal, dan 

menggunakan fungsi aktivasi sigmoid untuk mengeluarkan nilai antara 0 dan 1. 

Dengan tujuan untuk mewakili probabilitas dalam memprediksi nilai kelas 

utama; masalah klasifikasi dengan banyak kelas (multiclass classification) bisa 

memiliki banyak neuron di lapisan keluaran, dimana satu neuron untuk tiap 

kelasnya. Dalam hal ini, fungsi aktivasi softmax bisa digunakan untuk 

menghasilkan probabilitas dari jaringan yang memprediksi setiap nilai kelas. 

Dengan memilih nilai output yang memiliki nilai probabilitas tinggi, akan 

menghasilkan nilai klasifikasi kelas yang tepat [29]. 

2.3.1 Feedforward 

Feedforward adalah proses perhitungan nilai dari input layer ke output 

layer. Dengan memperhatikan nilai pada setiap neuron, nilai bobot pada link dan 

fungsi aktivasi pada hidden layer, dan output layer. 

 

Gambar 2.7 Alur Feedforward pada ANN dari unit masukan hingga unit keluaran 

Gambar 2.7 disebut juga dengan Multilayer Perceptron (MLP). MLP 

merupakan salah satu jaringan kompleks dari Artificial Neural Network(ANN) 

yang memiliki jumlah neuron lebih dari satu. MLP merupakan arsitektur jaringan 

yang akan diterapkan pada deep learning, MLP disebut juga dengan Feedforward 

Neural Network. Cara kerja dari feedforward yaitu input layer menerima nilai 

masukan tanpa melakukan operasi apapun. Jadi nilai pada input layer diperoleh 
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dari data awal. Kemudian nilai dari input layer akan diteruskan ke hidden layer. 

Pada hidden layer, nilai pada input layer akan diproses menggunakan fungsi 

aktivasi. Nilai dari perhitungan dengan fungsi aktivasi pada hidden layer akan 

diteruskan lagi ke layer berikut seterusnya. 

2.3.2 Backpropagation 

Backpropagation merupakan proses pembaruan nilai bobot dimana setiap 

keluaran jaringan akan dibandingkan dengan keluaran yang diharapkan dan 

menghitung kemungkinan kesalahan pada tiap feedforward. Kemudian kesalahan 

ini disebarkan kembali melalui jaringan, satu layer pada satu waktu. Proses ini 

dilakukan secara berulang dalam pelatihan dataset. Setiap satu putaran untuk 

memperbarui jaringan pada seluruh dataset disebut dengan epoch, dimana 

jaringan tersebut dapat dilatih sebanyak puluhan, ratusan, hingga ribuan epoch 

[29]. 

 

Gambar 2.8 Proses Backpropagations setelah feedforward dan perhitungan loss 

Pada gambar 2.8 merupakan proses dari Backpropagation proses yang 

dilakukan pada tahap classification menggunakan ANN. Tahapan-tahapan yang 

dilakukan yaitu ketika input data dari input layer akan di feedforward menuju 

hidden layer, setiap nilai pada neuron akan dikalikan dengan weight dan 

dijumlahkan dengan bias, kemudian dilakukan proses menggunakan fungsi 

aktivasi, proses ini berlangsung hingga pada tahap output layer kemudian ketika 

telah masuk di output layer setiap nilai yang telah diperoleh sebelumnya akan 

dilakukan pengecekan nilai loss. 
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2.4 Deep learning 

Deep Learning merupakan konsep yang berawal dari pendekatan Artificial 

Neural Network (ANN) dimana jaringan saraf (neural network) digabungkan 

dengan banyak lapisan tersembunyi (hidden layer) sehingga dianggap sebagai 

jaringan saraf mendalam (deep neural network). 

Deep Learning terdiri dari proses sederhana namun non-linear yang masing-

masing unit merubah representasi atau fitur menjadi satu level (dimulai melalui 

input data sampel) menjadi representasi di tingkat yang lebih tinggi. 

Deep Learning adalah metode representasi pembelajaran yang 

menghasilkan pembelajaran ganda dari tingkat fitur representasi rendah hingga 

fitur representasi tinggi. Contoh penerapan DL yaitu dalam mengenali objek 

gambar, DL bisa belajar informasi warna dari masukan yang berbentuk pixel-

pixel di lapisan pertama (input layer) dan kemudian informasi warna tersebut 

diubah menjadi pola di dalam lapisan berikutnya [30]. 

 

Gambar 2.9 Perbedaan machine learning dan deep learning dari segi ekstraksi fitur 

(Sumber: https://lawtomated.com) 

Deep Learning merupakan bagian dari Machine Learning. Gambar 2.9 

diatas menjelaskan, salah satu perkembangan dari deep learning, ML hanya 

https://lawtomated.com/
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berfokus pada classification sedangkan feature extraction didapat dari data 

pelatihan yang dilakukan oleh manusia. Sedangkan pada DL Feature Extraction 

disebut dengan Feature Learning karena penentuan Feature Learning yang 

menentukannya adalah mesin. Sehingga diperlukan perangkat keras yang optimal 

dalam melakukan pengembangan pada penelitian ini [31]. 

2.5 Data Augmentation 

Data Augmentation merupakan salah satu dari teknik regularization yang 

berfungsi mencegah terjadinya overfitting pada proses pelatihan. Data 

Augmentation digunakan untuk melakukan ekstraksi fitur dari kumpulan fitur dari 

data asli dengan tujuan meningkatkan ukuran dataset pelatihan untuk memperoleh 

berbagai macam jenis informasi diantara beberapa jenis data augmentasi yang bisa 

digunakan yaitu Geometric transformations, Flipping, Color space, Cropping, 

Rotation, Translation, Noise injection,dan Color space transformations [14]. 

Berikut merupakan contoh penggunakan data augmentation. 

 

Gambar 2.10 Contoh teknik Data Augmentation pada gambar kucing 

(Sumber: https://learn.giotto.ai) 

https://learn.giotto.ai/
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Pada gambar 2.10 merupakan beberapa contoh dari data augmentation 

pada gambar kucing. Diantara data augmentation yang digunakan pada gambar 

tersebut yaitu zoom(pembesaran/pengecilan), rotate(perputaran), 

crop(pemotongan), horizontal flip(balik secara horizontal), vertical flip(balik 

secara vertikal), brightness(pencahayaan), dan contrast(kontras). 

2.6 Convolutional Neural Network 

Convolutional Neural Network (CNN) awalnya diusulkan oleh Lecun yang 

menjadi salah satu metode yang paling sukses pada bidang pengenalan pola. 

Dalam struktur ini, secara lokal pada tahap pelatihan filter digunakan untuk 

mengekstrak lebih banyak fitur visual pada masukan gambar. Feature Maps yang 

memiliki ukuran akan dikurangi pada operasi pooling. Proses ini akan terus 

berlanjut hingga ekstraksi fitur terdalam (deep feature). Setelah tahap ini, maka 

sebuah keputusan dibuat oleh classifier pada fitur ini. Sebuah CNN yang 

mendalam umumnya mengacu pada sebuah struktur yang melibatkan  

convolutional layer, pooling layer, dan sebuah fully connected network. Pada 

operasi ini convolutional digunakan untuk fitur ekstraksi, pada fully-connected 

layer bisa diakhiri dengan menggunakan fungsi aktivasi softmax untuk klasifikasi 

multi kelas, dan sigmoid untuk klasifikasi dua kelas pada output layer. 

 

Gambar 2.11 Tahap-tahap  deep learning dengan arsitektur CNN 

(Sumber: https://developersbreach.com/author/swapnake123/) 

https://developersbreach.com/author/swapnake123/
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Gambar 2.11 merupakan tahap-tahap arsitektur CNN pada umumnya. 

Tahap pertama arsitektur ini yaitu konvolusi dilakukan dengan menggunakan 

kernel (filter), dengan melakukan perkalian antara neuron masukan dengan kernel, 

setelah dilakukan perhitungan, pada tahap kedua, dilakukan proses perhitungan 

kembali dengan fungsi aktivasi. Umumnya fungsi aktivasi yang digunakan pada 

tahap terakhir yaitu ReLU. Setelah selesai perhitungan pada fungsi aktivasi, tahap 

ketiga yaitu pooling yang akan mengurangi ukuran feature maps. Kegiatan dari 

konvolusi ini hingga fungsi aktivasi berjalan secara berulang tergantung jenis 

arsitektur yang digunakan. Yang terakhir pada tahap fully connected layer di 

tentukanlah nilai yang dominan, ditambah dengan fungsi aktivasi seperti sigmoid 

untuk binary classification dan softmax untuk multiclass classification yang lain 

untuk menentukan target class. 

CNN memiliki beberapa struktur arsitektur populer yang dibuat dengan 

memanfaatkan layer-layer ini di antaranya AlexNet, OverFeat, GoogleNet, 

ResNet, VGG, MobileNet, EfficientNet, DenseNet. Salah satu masalah terbesar 

yang akan dihadapi adalah overfitting pada tahap pelatihan. Masalah ini bisa 

cegah dengan memanfaatkan data augmentasi, Dropout, dan DropConnect. 

2.6.1 Convolutional Layer 

Convolutional layer adalah struktur dengan sejumlah filter yang memiliki 

ukuran tetap memungkinkan penerapan fungsi kompleks pada masukan gambar. 

Pada proses ini dilakukan dengan menggeser filter yang dilatih secara local. 

Setiap filter memiliki nilai bobot dan nilai bias yang sama pada seluruh gambar 

selama proses ini berlangsung. Mekanisme ini disebut mekanisme membagi 

bobot. Mekanisme ini juga menyediakan kemampuan untuk mempresentasikan 

beberapa fitur pada seluruh gambar [32]. 
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Gambar 2.12 Proses Convolutional pada metode CNN perkalian antara matriks masukan 

dengan filter 

(Sumber: https://medium.com/@cdabakoglu) 

Gambar 2.12 diatas merupakan proses dari convolutional sehingga 

menghasilkan feature maps baru yang kemudian dimasukan ke function 

activation. 

Convolutional terdiri dari filters dan feature maps dan tidak bisa 

dipisahkan penggunaan filter dan feature maps diantaranya: 

1. Filters 

Filters merupakan hal dasar pada lapisan neuron. Filter dan neuron 

mempunyai bobot masukan dan menghasilkan sebuah hasil output yang sama 

dengan sebuah neuron. Ukuran dari masukan adalah sebuah persegi yang 

disesuaikan disebut dengan patch. Jika sebuah lapisan convolutional adalah 

lapisan masukan, maka lapisan inputnya sendiri diambil dari nilai pixel gambar. 

Jika pada jaringan arsitektur terdalam, maka nilai masukan diambil dari sebuah 

feature maps yang berada pada lapisan sebelumnya. 

 

Gambar 2.13 Proses pada CNN dengan filter menghasilkan feature map baru 

(Sumber: https://towardsdatascience.com) 

https://medium.com/@cdabakoglu
https://towardsdatascience.com/
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Pada gambar 2.13 diatas menjelaskan proses dari convolutional dengan 

filtering dengan masukan ukuran gambar 5x5 pixel dengan filter yang digunakan 

yaitu filter 3x3 sehingga dilakukan perkalian matriks menghasilkan 1 pixel feature 

map. Proses ini berlangsung hingga seluruh masukan gambar mengalami 

perkalian matriks dengan filter hingga selesai, setiap selesai perkalian matriks 

filter akan bergeser (mengalami stride) sebanyak satu langkah. 

2. Feature Maps 

Feature Maps adalah hasil keluaran dari penerapan filter terhadap lapisan 

sebelumnya. Filter tersebut diterapkan terhadap seluruh pixel pada lapisan 

sebelumnya. Kemudian filter akan berpindah satu pixel pada satu waktu. Setiap 

posisi pixel yang terhubung dengan filter menghasilkan aktivasi neuron, dan 

kemudian hasilnya dikumpulkan kedalam feature maps. Jika ukuran 

lapisan(layer) sebelumnya tidak dapat dibagi dengan ukuran width reseptif filter 

serta terhadap stride-nya maka dimungkinkan bidang(field) membaca tepi dari 

masukan feature maps. Hal ini dapat dilakukan dengan teknik tambahan yaitu 

zero padding, yaitu teknik menambah nilai 0 pada setiap pinggiran masukan 

sebelum diolah oleh filter. 

 

Gambar 2.14 Feature Maps pada metode CNN 

Pada gambar 2.14 diatas merupakan bagian dari Feature Maps. Sebuah layer 

dikatakan feature maps jika telah mengalami proses convolutional, dan 

perhitungan menggunakan fungsi aktivasi. Feature Maps Dan akan berakhir 

sebelum masuk pada tahap classification. 
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Salah satu contoh feature maps yang telah dihasilkan pasca convolutional dapat 

dilihat pada gambar berikut: 

 

Gambar 2.15 Feature Maps setelah dlakukan perkalian dengan filter 

(Sumber: https://medium.com/@ardendertat) 

Gambar 2.15 diatas merupakan hasil dari feature maps. Hasil ini diperoleh 

dari proses perkalian matriks dengan filter yang digunakan. Hasil perkalian 

matriks tersebut berupa fitur-fitur dari gambar yang telah diekstrak. Hasil fitur ini 

akan digunakan kembali untuk proses konvolusi pada layer berikutnya. 

2.6.2 Pooling Layer 

Pooling(penggabungan)  merupakan tahap yang diterapkan pada feature 

maps yang telah melewati tahap konvolusi dan fungsi aktivasi sehingga 

menghasilkan feature maps yang lebih kecil. Pooling merupakan ringkasan dari 

feature maps masukan. Pooling dilakukan dengan menggeser window pada 

gambar untuk dilakukan penerapan operasi pooling yang dipilih, diantara operasi 

pooling yaitu max pooling dengan memilih nilai maksimum pada nilai masukan 

yang terpilih, average pooling dengan mengambil nilai rata-rata dari nilai 

masukan, dan L2 pooling dengan menghitung norma pada L2 berikut merupakan 

salah operasi max pooling dan average pooling. 

https://medium.com/@ardendertat
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Gambar 2.16 (a) Proses Max Pooling yang mengambil nilai tertinggi (b) Proses Average 

Pooling mengambil nilai rata-rata 

(Sumber: https://www.researchgate.net) 

Gambar 2.16 diatas merupakan jenis-jenis dari proses pooling yang 

menggunakan nilai tertinggi (max pooling), dan menggunakan nilai rata-rata 

(average pooling). Pada gambar diatas bagian (a) proses max pooling yang 

dilakukan menggunakan ukuran pool 2x2, sehingga pool tersebut akan diterapkan 

pada feature maps dengan 2x2 pixel. Dari 2x2 pixel feature maps akan dicari nilai 

tertinggi, sehingga akan menghasilkan feature maps baru dengan 1x1 pixel. Pada 

gambar diatas bagian (b) proses average pooling menggunakan ukuran pooling 

2x2, sehingga pool tersebut akan diterapkan pada feature maps dengan 2x2 pixel. 

Dari 2x2 pixel feature maps akan dicari nilai rata-rata dari keempat pixel. 

Sehingga menghasilkan feature maps baru dengan 1x1 pixel. 

2.6.3 Batch Normalization 

Batch normalization merupakan salah satu metode reparametrization 

adaptif, yang termotivasi dengan sulitnya melatih model yang sangat dalam tujuan 

dari penggunaan batch normalization adalah untuk melakukan optimasi pada 

jaringan neuron yang dalam. 

Batch normalization melakukan reparametrizing hampir di seluruh 

kedalaman jaringan. Penerapan reparametrization secara signifikan akan 

mengurangi masalah koordinasi pembaruan di banyak lapisan. Normalization ini 

dapat diterapkan pada layer masukan atau hidden layer dalam jaringan [33]. 

https://www.researchgate.net/
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2.6.4 Flatening 

Flatening merupakan salah satu proses pada CNN yang mengkonversikan 

nilai dari array dua dimensi pada operasi convolutional-pooling menjadi sebuah 

vektor linear yang panjang dan bersambung, yang kemudian diteruskan ke tahap 

fully-connected layer [34]. 

 

Gambar 2.17 Proses Flattening setelah dilakukan pooling 

(Sumber: https://medium.com) 

Pada gambar 2.17 di atas menjelaskan tentang proses perubahan dari input 

layer-convolutional-pooling pada tahap CNN yang terakhir yaitu tahap flattening, 

pada tahap ini kumpulan layer akan diubah kedalam bentuk vektor linear. Vektor 

linear ini akan dijadikan sebagai masukan tahap classification menggunakan 

metode dari ANN. 

2.6.5 Fully-connected Layer 

Setelah tahap konvolusi dan penggabungan pada convolutional layer dan 

pooling layer data diubah menjadi vektor satu dimensi. Kemudian seluruh vektor 

ini akan dijadikan sebagai masukan untuk fully-connected layer (dapat dilihat 

pada gambar). Struktur fully-connected bisa berisi satu atau dua hidden layer. 

Setiap neuron mengalikan dengan jumlah koneksi dari bobot dengan data dari 

lapisan sebelumnya dan menambahkannya dengan nilai bias. Nilai yang telah 

dihitung akan masuk ke fungsi aktivasi sebelum dikirim ke lapisan berikutnya. 

https://medium.com/
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Gambar 2.18 Mekanisme fully-connected layer pada tahap klasifikasi 

(Sumber: https://www.researchgate.net/) 

Pada gambar 2.18 diatas menjelaskan mengenai proses pada fully-

connected pada layer fully-connected layer setelah mengalami flattening nilai 

pada fully-connected layer akan menjadi masukan untuk proses klasifikasi dengan 

fungsi aktivasi yang digunakan, dengan mengambil nilai yang dominan pada 

setiap neuron. 

2.6.6 Activation Layer 

Activation layer merupakan lapisan penerapan fungsi aktivasi. Tujuan 

penggunaan fungsi aktivasi yaitu untuk melakukan pengaktifan terhadap neuron. 

Fungsi aktivasi terbagi menjadi dua jenis yaitu fungsi linear, dan non-linear. Pada 

kasus yang lebih kompleks fungsi aktivasi non-linear lebih disarankan untuk 

digunakan karena bisa menyusun konsep yang berbeda secara bersamaan. 

Sehingga mampu memecahkan masalah yang kompleks. 

1. Rectified Linear Unit (ReLU) 

Rectified Linear Unit (ReLU) merupakan salah satu fungsi aktivasi yang 

terkenal. ReLU adalah operasi antara sebuah input dengan jangkauan 0-max (x,0). 

Memiliki properti dengan aturan pada bagian ujung dari garis gradient tidak 

menyentuh nilai 0, sehingga membantu kecepatan konvergensi dalam pelatihan 

jaringan saraf. Berikut merupakan grafik dari fungsi aktivasi ReLU: 
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Gambar 2.19 Grafik fungsi aktivasi non-linear ReLU 

(Sumber: https://medium.com/@opam22) 

2. Leaky ReLU 

Fungsi aktivasi ReLU memiliki beberapa permasalahan berupa matinya 

beberapa neuron ketika output telah mencapai nilai 0. Menyebabkan setengah dari 

total keseluruhan neuron akan mati. Hal ini terjadi ketika mengatur kecepatan 

learning rate sebuah model dengan nilai yang besar, dan bobotnya di-update 

sehingga jumlah bobotnya akan bernilai negatif. Ketika bobot bernilai negatif, 

fungsi aktivasi ReLU akan mengatur nilai bobot negatif tersebut menjadi 0, 

sehingga penurunan gradient descent  tidak berpengaruh sehingga menyebabkan 

neuron akan mati. 

Untuk mengatasi hal tersebut muncul fungsi aktivasi baru yaitu Leaky ReLU 

(Leaky Rectified Linear Unit) merupakan perkembangan dari fungsi aktivasi 

ReLU. Perkembangan ini merupakan perbaikan dari ReLU, terkait kebocoran 

bobot yang bernilai negatif. Leaky ReLU akan menentukan hyperparameter a 

sebanyak jumlah fungsi yang bocor dengan kemiringan fungsi  z < 0 dengan 

tingkat kemiringan yang kecil, sehingga mampu memastikan neuron-neuron 

terhadap bobot negatif tidak mati. 
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Gambar 2.20 Grafik fungsi aktivasi non-linear leaky ReLU 

(Sumber: https://medium.com) 

3. Softmax 

Softmax merupakan salah satu fungsi aktivasi yang digunakan sebagai 

classifier berdasarkan tingkat probabilitas. Softmax merupakan fungsi aktivasi 

yang dikembangkan berdasarkan fungsi aktivasi sigmoid. Fungsi aktivasi ini 

digunakan sebagai classifier multi-class classification [28]. Selain itu Softmax 

bisa digunakan untuk binary classification karena sifatnya yang menggeneralisasi 

fungsi aktivasi dari sigmoid yang merupakan fungsi aktivasi untuk kasus binary 

classification [35]. 

2.6.7 Resizing 

Resizing  merupakan salah satu teknik dasar dari pengelolaan gambar dan 

merupakan langkah sebelum melakukan pemrosesan gambar yang penting dalam 

penerapan deep learning. Setiap nilai piksel pada gambar yang diubah ukurannya 

adalah rata-rata tertimbang dari kumpulan piksel yang sesuai [5]. 

2.6.8 Dropout Regularization 

Dropout merupakan salah satu teknik yang berfungsi untuk mengurangi 

overfitting. Teknik ini bekerja dengan menghilangkan neuron yang dipilih secara 

acak kemudian dijadikan nilai 0 selama pelatihan. Setelah neuron dipilih, neuron 

akan diubah pada setiap iterasi pelatihan. Sehingga proses learning menjadi lebih 

handal. Penggunaan dropout dapat dilihat pada gambar berikut. 

https://medium.com/
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(a) (b) 

Gambar 2.21 (a) Jaringan tanpa dropout regulariztion. (b) Jaringan dengan dropout 

regularization 

(Sumber: https://www.baeldung.com) 

Gambar 2.21 merupakan salah satu penerapan dari penggunaan dropout 

pada gambar (a) menjelaskan sebuah jaringan memiliki neuron yang penuh, 

sehingga berpengaruh terhadap waktu komputasi, dan hasil akurasi dari sebuah 

model. Pengaruh komputasi yaitu banyaknya weight yang terhubung dengan 

seluruh neuron memungkinkan untuk menghitung masing-masing nilai, 

sedangkan untuk hasil akurasi juga akan berpengaruh apakah sebuah metode 

menjadi overfitting atau tidak. Sedangkan pada gambar (b) menunjukan penerapan 

dropout dengan menghapus beberapa neuron yang dianggap tidak terlalu 

berpengaruh dengan hasil akhir nantinya, dengan syarat penggunaan dropout tidak 

disarankan menggunakan nilai lebih dari 50%. Penggunaan dropout yang terlalu 

besar akan menghapus beberapa neuron yang dianggap penting [29]. 

2.7 Data Spliting 

Jumlah data yang besar dan memiliki kompleksitas model biasanya 

memerlukan waktu pelatihan yang sangat lama. Oleh karena itu, hal sederhana 

yang bisa digunakan yaitu dengan melakukan pemisahan terhadap dataset, antara 

data pelatihan, dan data validasi [29]. 
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Gambar 2.22 Pembagian data dengan Data Splitting dengan tiga bagian 

(Sumber: https://www.kdnuggets.com) 

Gambar 2.22 merupakan penerapan dari pembagian data dengan metode 

split data. Pada sebuah dataset data yang telah tersedia umumnya telah terbagi 

menjadi dua bagian yaitu data latih dan data uji, dengan syarat data latih tidak 

boleh lebih kecil dari data uji. Kemudian data uji tersebut akan dibagi lagi 

menjadi dua bagian sehingga menghasilkan jenis data baru yaitu data validasi 

yang nantinya akan dimasukan kedalam proses pelatihan pada proses 

pembelajaran mesin. 

2.8 Optimizer 

Optimizer  merupakan salah satu algoritma optimisasi yang berfungsi untuk 

mengurangi fungsi loss pada fungsi numerikal dengan memanfaatkan kalkulasi 

nilai objektif pada kumpulan prognostikator yang perlu diakses dengan model. 

Parameter yang menjadi perhitungan pada optimizer adalah nilai bias, dan bobot 

(weight) yang digunakan untuk memperoleh hasil keluaran dari jaringan saraf. 

Optimizer merupakan algoritma yang sangat penting dalam mengurangi nilai loss 

pada proses pelatihan data [36] .Berikut merupakan optimizer yang digunakan 

dalam mengurangi nilai loss. 

2.8.1 Adaptive Moment Estimation (Adam) 

Adam merupakan optimizer yang menggunakan pendekatan yang efektif 

dalam meningkatkan gradien stokastik. Adam merupakan penggabungan antara 

RMSProp, dan AdaGrad yang tidak hanya memanfaatkan rata-rata dari momen 
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pertama, melainkan juga memanfaatkan rata-rata terhadap momen kedua gradien 

[20]. 

2.8.2 Adaptive Moment Maximum (Adamax) 

Adamax merupakan valiasi lanjutan dari adam, yang memanfaatkan 

peningkatan momentum secara maksimal tanpa akhir [36]. Adamax melakukan 

perluasan Gradient Descent Optimization (GDO) Adam yang sebelumnya 

melakukan pembaharuan bobot yang semula memiliki norm berskala kuadrat 

menjadi norm tidak terbatas. 

2.9 Confusion Matrix 

Confusion Matrix merupakan alat yang berfungsi untuk melakukan analisis 

pada mekanisme klasifikasi  dalam mengenali tuple dan  kelas yang berbeda. Nilai 

dari True-Positive dan True-Negative memberikan informasi pada classifier dalam 

melakukan klasifikasi yang benar, sedangkan False-Positive dan False-Negative 

memberikan informasi ketika classifier salah dalam melakukan klasifikasi data. 

Terdapat 4 aturan yang berfungsi mengenali tuple diantaranya yaitu: 

 

Gambar 2.23 Confusion Matrix Maps untuk tahap klasifikasi 

(Sumber: https://medium.com) 

1. True Positive (TP) yaitu jumlah data dengan nilai sebenarnya positif dan nilai 

prediksi positif. 

2. False Positive (FP) yaitu jumlah data dengan nilai sebenarnya negatif dan 

nilai prediksi positif. 
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3. False Negative (FN) yaitu jumlah data dengan nilai sebenarnya positif dan 

nilai prediksi negatif. 

4. True Negative (TN) yaitu jumlah data dengan nilai sebenarnya negatif dan 

nilai prediksi negatif [37]. 

2.9.1 Precision 

Precision merupakan salah satu matriks yang diperoleh melalui analisa 

pada confusion matrix. Perhitungan dari precision berdasarkan tingkat 

probabilitas yang merepresentasikan sebuah objek ketika prediksi tes bernilai 

positif, dengan kata lain. Rasio dari jumlah prediksi Benar Positif dibandingkan 

dengan keseluruhan dari hasil prediksi yang bernilai Positif. precision juga 

disebut sebagai positive predictive value [38]. 

2.9.2 Recall 

Recall merupakan salah satu matriks yang diperoleh melalui analisa pada 

confusion matrix, dengan perhitungan rasio dari prediksi benar positif, 

dibandingkan dengan keseluruhan data benar positif. 

2.9.3 F1-Score 

F1-Score merupakan salah satu matriks yang diperoleh dari penggabungan 

probabilitas rata-rata harmonik precision dan probabilitas recall. F1-Score akan 

memberlakukan nilai menjadi sama, dengan aturan jika nilai rata-rata harmonik 

memberikan bobot yang besar, maka nilai akan menjadi lebih rendah. Apabila 

nilai precision dan recall lebih tinggi pada tahap prediksi klasifikasi, maka 

probabilitas dari F1-Score akan ikut tinggi [38]. F1-Score sendiri digunakan 

untuk mengatur permasalahan data yang imbalance sehingga tidak semua matriks 

akurasi bisa diterapkan untuk beberapa kasus. Namun, F1-Score dinilai matriks 

terbaik karena tidak hanya memperhitungkan prediksi yang benar, melainkan juga 

memperhitungkan prediksi yang salah. 

2.10 Arsitektur Convolutional Neural Network (CNN) 

Melakukan pemodelan arsitektur CNN yang sempurna melibatkan banyak 

eksperimen dan penggunaan daya komputasi yang besar. Beberapa perusahaan 
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terkenal yang terlibat dalam pengembangan model arsitektur yaitu google dengan 

googleNet, MobileNet. Facebook Research AI, dan beberapa perusahaan yang 

bergerak dibidang research lainnya. Dengan dilakukannya pengembangan 

arsitektur tersebut mempermudah bagi para pengembang, peneliti, dan pihak 

lainnya dalam melakukan penerapan penggunaan deep learning di bidang. 

2.10.1 EfficientNet 

EfficientNet merupakan serangkaian  model yang diturunkan dari jaringan 

dasar, dilakukan dengan pengaturan penskalaannya. Kelebihan dari EfficientNet 

yaitu memberikan akurasi yang tinggi, dan mampu memperbaiki efektivitas 

model, dengan melakukan pengurangan parameter dan Floating Point Operations 

Per Second (FLOPS) berikut merupakan struktur dari arsitektur EfficientNet.  

EfficientNet melakukan pemodelan arsitektur baru yang memanfaatkan 

depth, width, dan resolution dari sebuah network sehingga menghasilkan kinerja 

yang bagus. Khususnya dari segi komputasi dan ukuran parameter, EfficientNet-

B7 mencapai top-1 accuracy dengan state-of-the-art 84,3%, atau 6,1 kali lebih 

cepat, dan 8,4 kali lebih kecil dibandingkan arsitektur GPipe yang merupakan 

state-of-the-art ImageNet top-1 validation accuracy pada tahun 2018, dengan 

tingkat akurasi sebesar 84,3% dan jumlah parameter 557 juta parameter. 

Arsitektur EfficientNet-B1 berukuran 5,7 kali lebih cepat dan 7,6 kali lebih kecil 

dibandingkan ResNet-152 yang merupakan pemenang ILSVRC pada tahun 2015 

dengan jumlah parameter 60 juta parameter. Tingkat akurasi dan tingkat efisiensi 

yang tinggi, menjadikan arsitektur EfficientNet lebih baik dari arsitektur CNN 

sebelumnya [11]. Berikut merupakan struktur dari arsitektur EfficientNet. 
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Gambar 2.24 Struktur metode EfficientNet state-of-the-art 2019 

EfficientNet mengadopsi metode skala penggabungan pada semua dimensi 

jaringan (network) diantaranya yaitu lebar(width) mengacu pada jumlah channel 

pada lapisan manapun, kedalaman(depth) mengacu pada jumlah lapisan di CNN, 

dan resolusi(Resolution) mengacu pada ukuran resolusi gambar yang digunakan. 

Selain itu EfficientNet mendapat perhatian khusus karena kemampuannya dalam 

melakukan prediksi. Intuisi menggunakan penskalaan gabungan merupakan 

penskalaan dimensi pada jaringan yang mampu meningkatkan akurasi, tetapi 

untuk model yang lebih besar, perolehan akurasi akan semakin berkurang. Untuk 

melakukan penskalaan dimensi jaringan secara sistematis, penskalaan gabungan 

menggunakan gabungan koefisien yang mampu mengontrol berapa banyak 

sumber daya yang bisa berfungsi dalam penskalaan model [39]. 

EfficientNet mengungguli hampir seluruh arsitektur CNN pada periode 

sebelumnya salah satu contoh yaitu EfficientNet-B7 mencapai tingkat top-1 

accuracy dengan nilai akurasi 84,3% yang berarti mengungguli berbagai 

arsitektur CNN lainnya. Jika dibandingkan dengan arsitektur yang merupakan 

arsitektur terbaik pada tahun 2018 yaitu GPipe, EfficientNet memiliki parameter 

8,4 kali lebih kecil dari GPipe, dan 6,1 kali lebih cepat dari GPipe. Berikut 

diagram akurasi EfficientNet terhadap beberapa arsitektur lainnya. 
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Gambar 2.25 Tingkat akurasi arsitektur imagenet Top-1 

Gambar 2.25 merupakan grafik tingkat akurasi dari aristektur EfficientNet. 

Arsitektur EfficientNet-B1 mengungguli dari tingkat akurasi yaitu 79,1%, dan 

akurasi ResNet-152 sebesar 77,8%, yang berarti EfficientNet-B1 1,3% memiliki 

akurasi yang lebih tinggi. Selain itu EfficientNet-B1 berukuran 5,7 kali lebih cepat 

dan 7,6 kali lebih kecil dari ResNet-152 dari segi komputasi. Berikut beberapa 

pembagian model EfficientNet: 

Tabel  2.1 Model-model arsitektur EfficientNet 

Model Top-1 Acc. Top-5 Acc. #Params #FLOPs 

EfficientNet-B0 77.1% 93.3% 5.3M 0.39B 

EfficientNet-B1 79.1% 94.4% 7.8M 0.70B 

EfficientNet-B2 80.1% 94.9% 9.2M 1.0B 

EfficientNet-B3 81.6% 95.7% 12M 1.8B 

EfficientNet-B4 82.9% 96.4% 19M 4.2B 

EfficientNet-B5 83.6% 96.7% 30M 9.9B 
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EfficientNet-B6 84.0% 96.8% 43M 19B 

EfficientNet-B7 84.3% 97.0% 66M 37B 

Selain itu, EfficientNet-B1 merupakan arsitektur yang memiliki hasil 

prediksi F1-Score terbaik pada gambar dengan citra RGB. Salah satu kasus 

penggunaannya yaitu pada klasifikasi jenis buah dengan menggunakan Transfer 

Learning EfficientNet [12]. Hasil prediksi F1-Score tersebut diperoleh hasil 

dengan tabel sebagai berikut: 

Tabel  2.2 Hasil  F1-Score pada klasifikasi jenis buah citra RGB 

Models 

Transfer Learning 

ηP ηR ηF1 

EfficientNet-B0 94 93 92 

EfficientNet-B1 95 95 95 

EfficientNet-B2 94 94 93 

EfficientNet-B3 94 94 93 

EfficientNet-B4 94 94 93 

EfficientNet-B5 94 93 92 

EfficientNet-B6 91 89 85 

EfficientNet-B7 89 80 76 

EfficientNet mengalami perkembangan pemodelan. Pada tahun 2020 

dilakukan penelitian untuk menemukan model terbaik dengan memanfaatkan 

arsitektur EfficientNet, model tersebut bernama Noisy Student. Noisy Student 

merupakan model yang dikembangkan berdasarkan hubungan pembelajaran dari 

guru ke murid, dengan memanfaatkan dropout, stochastic depth, dan Random 

Augmentation. Random Augmentation yang digunakan pada noisy student 
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bertujuan untuk memastikan konsistensi dari hasil prediksi pada seluruh gambar 

yang diperbesar. Sebagai contoh, guru akan membaca sebuah gambar yang bersih, 

kemudian menentukan label semu berkualitas tinggi, sedangkan murid akan 

diminta untuk menentukan label dari sebuah gambar yang diperbesar sebagai 

masukan. Sedangkan dropout, dan stochastic depth digunakan untuk membuat 

noisy-nya. Yaitu guru akan menemukan pencarian prediksi yang terbaik (ketika 

menghasilkan label semu). Sedangkan siswa akan berperilaku seperti model 

tunggal yang dipaksa mengikuti prediksi yang terbaik dari guru. 

 

Gambar 2.26 Grafik Top-1 Accuracy ImageNet noisy student 

Gambar 2.26 merupakan state-of-the-art top-1 Accuracy ImageNet dari 

beberapa arsitektur dengan nilai akurasi 86.4% yang dipegang oleh EfficientNet-

B7 yang mengalami penambahan akurasi dari arsitektur EfficientNet-B0 - 

EfficientNet-B7, namun tetap mempertahankan jumlah parameter. Agar waktu 

komputasi tetap seimbang. 
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Tabel  2.3 Daftar Arsitektur EfficientNet model training noisy student 

Model Top-1 Acc. Top-5 Acc. #Params 

EfficientNet-B0 

Noisy Student Training 

(B0) 

77.1% 

78.1% 

93.3% 

94.2% 
5.3M 

EfficientNet-B1 

Noisy Student Training 

(B1) 

79.1% 

80.2% 

94.4% 

95.2% 
7.8M 

EfficientNet-B2 

Noisy Student Training 

(B2) 

80.1% 

81.1% 

94.9% 

95.5% 
9.2M 

EfficientNet-B3 

Noisy Student Training 

(B3) 

81.6% 

82.5% 

95.7% 

96.4% 
12M 

EfficientNet-B4 

Noisy Student Training 

(B4) 

82.9% 

84.4% 

96.4% 

97.0% 
19M 

EfficientNet-B5 

Noisy Student Training 

(B5) 

83.6% 

85.1% 

96.7% 

97.3% 
30M 

EfficientNet-B6 

Noisy Student Training 

(B6) 

84.0% 

85.9% 

96.8% 

97.6% 
43M 

EfficientNet-B7 

Noisy Student Training 

(B7) 

84.3% 

86.4% 

97.0% 

97.9% 
66M 

Noisy Student tetap memanfaatkan jumlah parameter pada EfficientNet, 

namun mampu meningkatkan akurasi dari arsitektur EfficientNet. Peningkatan 

akurasi ini dibuktikan dengan perolehan nilai akurasi yang menjadi top-1 

accuracy dengan state-of-the-art 88.4%. Model ini dibuat dengan melakukan 

eksperimen terhadap seluruh arsitektur yang masuk kedalam state-of-the-art 

imagenet dari tahun 2012 hingga 2019. Dengan nilai akhir, accuracy tertinggi 

dipegang oleh EfficientNet [13]. 

2.11 Penelitian Terkait 

Tabel berikut ini merupakan tabel yang berisikan kumpulan jurnal-jurnal 

tentang penelitian terdahulu yang berkaitan dengan penelitian pada tugas akhir ini. 
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Tabel  2.4 Penelitian Terkait 

No Author Tahun 
Judul 

Penelitian 
Metode Kesimpulan 

1. 

Hannan, 

Muhamma

d A 

2021 

SOC 

Estimation of 

Li-Ion 

Batteries With 

Learning Rate-

Optimized 

Deep Fully 

Convolutional 

Network 

LSTM, GRU, 

dan CNN 

Penerapan 

algoritma CNN 

untuk 

menghitung 

estimasi 

Batteries Li-Ion 

yang 

menghasilkan 

RMSE sebesar 

0,85% 

2.  

Rima Dias 

Ramadhan

i, Afandi 

Nur Aziz 

Thohari, 

Condro 

Kartiko, 

Apri 

Junaidi, 

Tri 

Ginanjar 

Laksana, 

dan 

Novanda 

Alim Setya 

Nugraha 

2021 

Optimasi 

Akurasi 

Metode 

Convolutional 

Neural 

Network untuk 

Identifikasi 

Jenis Sampah 

CNN 

Penerapan 

metode CNN 

untuk 

klasifikasi jenis 

sampah yang 

dikumpul 

melalui google 

gambar dengan 

tuning 

hyperparameter 

dengan akurasi 

terbaik dengan 

hyperparameter 

sebesar 91,2%. 

3. 

Hao-na 

Guo, Shu-

biao Wu, 

Yingg-jie 

Tian, Jun 

Zhang, 

Hong-tao 

Liu 

2020 

Application of 

machine 

learning 

methods for 

the prediction 

of organic 

solid waste 

treatment and 

recycling 

process: A 

review 

CCN+SVM 

Penerapan 

Artificial 

Neural Network 

terhadap 

pemilahan 

sampah organik 

dan daur ulang 

terhadap 

Dengan 

menggunakan 

CNN+SVM 

dengan  

Ukuran data 

22.222 data 

dengan akurasi 

99.95% 
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4. 

Dipesh 

Gyawali, 

Alok 

Regmi, 

Aatish 

Shakya, 

Ashish 

Gautam, 

Surendra 

Shrestha 

2020 

Comparative 

Analysis of 

Multiple Deep 

CNN Models 

for Waste 

Classification 

VGG16,ResNet

-18, ResNet-50 

Klasifikasi 

sampah dengan 

metode R-CNN 

dengan 

melakukan 

perbandingan 

antara ResNet-

18, ResNet-50, 

dan VGG16 

dengan jumlah 

dataset 3102 

gambar sampah. 

Yang terbagi 

menjadi 4 kelas. 

Metode yang 

memiliki 

akurasi tertinggi 

adalah ResNet-

18 dengan nilai 

accuracy  87.8 

% 

5. 

Leonardo, 

Yohanner, 

Ery Hartati 

2020 

Klasifikasi 

Sampah Daur 

Ulang 

Menggunakan 

Support Vector 

Machine 

dengan Fitur 

Local Binary 

Pattern 

LBP+SVM 

Penerapan SVM 

dengan metode 

ekstraksi fitur 

menggunakan 

Local Binary 

Pattern, dengan 

dataset yang 

digunakan 

terdiri dari lima 

kelas yaitu 

cardboard, 

glass, metal, 

paper, dan 

plastic. Dengan 

jumlah dataset 

yang digunakan 

yaitu 2390 

gambar. Dengan 

hasil 

akurasidengan 

rata-rata 

87.82% 

6. 

Linh 

Duong 

Tuan, 

2020 

Automated 

Fruit 

recognition 

CNN(Efficient

Net, dan 

MixNet) 

Penerapan 

terhadap 

klasifikasi 
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Claudio Di 

Sipio, 

Phuong 

Nguyen, 

dan 

Davide Di 

Ruscio 

using 

EfficientNet 

and MixNet 

kelompok buah 

dengan 

menggunakan 

arsitektur 

EfficientNet-B0-

B7, dan 

arsitektur 

MixNet 

diperoleh nilai 

F1-Score 

tertinggi yaitu 

95% pada 

EfficientNet-B1  

7. 

M Fadhilur 

Rahman, 

dan 

Bambang 

2020 

Deteksi 

Sampah pada 

Real-time 

Video 

Menggunakan 

Metode Faster 

R-CNN 

R-CNN 

Penerapan 

metode faster 

R-CNN dalam 

melakukan 

klasifikasi 

secara real-time 

terhadap 100 

gambar yang 

menghasilkan 

akurasi 74% 

8. 

Achmad 

Bisri, dan 

Rinna 

Rachmatik

a 

2019 

Integrasi 

Gradient 

Boosted Trees 

dengan 

SMOTE dan 

Bagging untuk 

Deteksi 

Kelulusan 

Mahasiswa 

Gradient 

Boosted Trees 

Penerapan 

algoritma GBT 

untuk 

melakukan 

klasifikasi 

terhadap 

kelulusan 

mahasiswa 

dengan hasil 

AUC 0,958 

9. 

Mingxing 

Tan, Quoc 

V.Le 

2019 

EfficientNet: 

Rethinking 

Model Scaling 

for 

Convolutional 

Meural 

Networks 

CNN 

Penerapan 

terhadap data 

dari imageNet 

untuk membuat 

arsitektur baru 

yang 

mengadopsi 

pelebaran 

channel, 

kedalaman 

layer, dan 

resolusi gambar 

sehingga 
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menghasilkan 

arsitektur baru 

bernama 

EfficientNet. 

10. 

Qizhe 

Xie,Quoc 

V.Le, 

Minh-

Thang 

Luong, 

Eduard 

Hovy, 

Google 

Reserch, 

Brain 

Team, 

Carnegie 

Mellon 

University 

2020 

Self-training 

with Noisy 

Student 

improves 

ImageNet 

classification 

CNN 

Penerapan 

metode 

EfficientNet 

model Noisy 

Student untuk 

klaisifikasi 

dataset dari 

ImageNet tanpa 

menambah 

jumlah 

parameter 

EfficientNet 

namun tetap 

meningkatkan 

akurasi state-of-

the-art 2020 

86,4%. 

11. 

Vi Nguyen 

Thanh Le, 

Selam 

Ahderom, 

dan Kamal 

Alameh 

2020 

Performance 

of the LBP 

Based 

Algorithm over 

CNN Models 

for Detecting 

Crops, and 

Weeds with 

Similar 

Morphologies 

LBP,VGG-

16,VGG-19, 

ResNet-50, dan 

InceptionV3 

Eksperimen 

dilakukan 

terhadap data 

gulma yang 

telah 

dikumpulkan 

dari ladang 

pertanian 

dengan hasil 

akurasi untuk 

LBP 98,60%, 

dan rata-rata 

arsitektur CNN 

memperoleh 

rata-rata akurasi 

diatas 99% 

12. 

ANH H. 

VO, LE 

HOANG 

SON, 

MINH 

THANH 

VO, AND 

TUONG 

LE 

2019 

A Novel 

Framework for 

Trash 

Classification 

Using Deep 

Transfer 

Learning 

ResNext, 

RecycleNet, 

ResNet_Ruiz, 

DNN-TC, 

Densenet121_

Aral 

Penerapan 

DNN-TC yang 

merupakan 

arsitektur diatas 

Resnext. 

Dengan jumlah 

dataset 5904 

gambar yang 

terdiri dari tiga 



41 

 

kelas yang 

berbeda 

organik, 

anorganik, dan 

sampah medis 

dengan 

accuracy 94% 

dan 98% 

accuracy untuk 

TrashNet dan 

VN-trash. 

13. 

Md. 

Samiul 

Haque 

Sunny, 

Debopriya 

Roy Dipta, 

Shifat 

Hossein, 

Hossain 

Mansur 

Resalat 

Faraque, 

Eklas 

Hossain 

2019 

Design of a 

Convolutional 

Neural 

Network Based 

Smart Waste 

Disposal 

System 

AlexNet 

Penerapan 

arsitektur 

AlexNet pada 

metode CNN 

untuk tempat 

sampah pintar. 

Dengan jumlah 

dataset yang 

digunakan yaitu 

200 gambar 

yang terdiri dari 

10 kelas. 

Dengan akurasi 

96% 

14. 

Xiangpo 

Wei, 

Xuchu Yu, 

Bing Liu, 

and Lu Zh 

2019 

Convolutional 

Neural 

Network and 

local binary 

patterns for 

hyperspectral 

image 

classification 

CNN, LBP 

Penerapan 

terhadap 

metode CNN, 

dan LBP dalam 

mengekstrak 

fitur pada data 

ndian Pines, 

Pavia of 

University, dan 

Salnas. Masing-

masing 

menghasilkan 

skor akurasi 

98,52%, 

99,54%. 

15. 

Stephenn 

L. Rabano, 

Melvin K. 

Cabatuan, 

Edwin 

Sybingco, 

2018 

Common 

Garbage 

Classification 

Using 

MobileNet 

MobileNet 

Klasifikasi 

sampah 

menggunakan 

arsitektur 

MobileNet 

dengan 
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Elmer P. 

Dadios, 

Edwin J. 

Calilung 

perolehan 

tingkat akurasi 

87.2%  
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BAB 3 

METODOLOGI PENELITIAN 

 

Metodologi penelitian adalah tahapan yang nantinya akan dilakukan dalam 

penelitian. Metodologi penelitian bertujuan sebagai acuan dalam melakukan 

penelitian agar tujuan yang diharapkan dapat tercapai. Metodologi penelitian 

dilakukan secara terurut. 

 

Gambar 3.1 Metodologi Penelitian 

3.1 Pengumpulan Data 

Pengumpulan data pada penelitian ini dilakukan dengan menggunakan data 

yang diambil secara langsung dari Tempat Pembuangan Sampah (TPS) kota 

Selatpanjang. Data yang dikumpulkan berupa gambar bahan-bahan rumahan dan 

industri sebanyak 1.041 citra yang terbagi menjadi 2 kelas, yaitu kelas organik 

dan anorganik(recycle), setiap kelas terdiri dari sebagai berikut: bahan organik 

memiliki 556 gambar, sedangkan bahan anorganik(recycle) memiliki gambar 485 

gambar. 

3.2 Analisa Data 

Analisis dilakukan untuk melihat bentuk dan struktur dari gambar dataset 

yang telah diperoleh. Berdasarkan dataset jenis sampah, jumlah data yang dimiliki 

yaitu balance dataset. Hal ini terlihat dari jumlah data dari kelas organik 
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berjumlah 556  dan kelas anorganik (recycle) berjumlah 485. Dari jumlah tersebut 

hanya memiliki perbedaan data yang tidak signifikan sehingga masih bisa dinilai 

data yang telah terkumpulkan merupakan data yang balance. 

3.3 Analisa Data 

Pada penelitian ini, dilakukan untuk memudahkan mendapatkan nilai 

feature extraction. Augmentasi data digunakan untuk memperkaya jumlah data 

dengan banyaknya feature yang terbentuk. Dari dataset yang telah diperoleh, 

dilakukan beberapa tindakan augmentasi yaitu rotation 90, vertical flip, dan 

rotation vertical flip. Gambar dataset yang digunakan dinilai masih kurang, dan 

perlu penambahan variasi dari setiap data dengan menggunakan augmentasi yang 

berpengaruh terhadap pengambilan nilai feature extraction. Berikut merupakan 

alur augmentasi data: 

 

Gambar 3.2 Alur tahap augmentasi data pada gambar sampah 

3.4 Deep Learning 

Penerapan deep learning pada penelitian ini menggunakan metode 

Convolutional Neural Network (CNN) dengan arsitektur EfficientNet-B1. Setelah 

dilakukan proses augmentasi data tahap selanjutnya yaitu melakukan eksperimen. 
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3.4.1 Feedworward 

Feedforward merupakan salah satu perhitungan nilai terhadap neuron-

neuron  pada proses Artificial Neural Network (ANN) yang diterapkan pada MLP 

deep learning, dihitung menggunakan rumus: 

𝒐𝒋 = 𝝈 (∑ 𝒙𝒌𝒘𝒌,𝒋 + 𝜷𝒋

𝑲

𝒌=𝟏

) ( 3.1) 

𝒗𝒋 = 𝝈 (∑ 𝒐𝒋𝒖𝒋,𝒊 + 𝜸𝒊

𝑱

𝒋=𝟏

) = 𝝈 (∑ 𝝈 (∑ 𝒙𝒌𝒘𝒌,𝒋 + 𝜷𝒋

𝑲

𝒌=𝟏

) 𝒖𝒋,𝒊 + 𝜸𝒊

𝑱

𝒋=𝟏

) ( 3.2) 

Keterangan: 

oj  = Keluaran hidden layer pertama 

vj  = Keluaran pada output layer 

σ   = Fungsi aktivasi 

K,J  = Banyak unit masukan 

x  = Nilai masukan 

w,u  = Bobot 

β,γ  = Bias 

Persamaan rumus 3.1 merupakan rumus yang digunakan pada proses 

feedforward dimana oj merupakan hasil output yang akan dijadikan nilai input 

untuk tiap-tiap neuron pada output layer. x merupakan nilai pada neuron input 

layer. w, dan u merupakan weight(bobot) yang menjadi learning parameters. 

𝛽𝑗 , 𝑑𝑎𝑛 𝛾𝑖 adalah nilai bias. K merupakan banyaknya input layer, dan J 

banyaknya hidden layer. 𝜎 melambangkan fungsi aktivasi. vj merupakan hasil 

output dari output layer. 
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3.4.2 Backpropagation 

Tahap ini merupakan tahap yang dilakukan pada proses deep learning 

untuk melakukan update weight(bobot), untuk menghasilkan tingkat loss terkecil. 

Sehingga model menjadi lebih baik. 

𝑳𝒐𝒔𝒔 = (𝑶𝒖𝒕𝒑𝒖𝒕 𝑻𝒂𝒓𝒈𝒆𝒕 − 𝑶𝒖𝒕𝒑𝒖𝒕 𝑷𝒓𝒆𝒅𝒊𝒄𝒕𝒊𝒐𝒏)𝟐 ( 3.3) 

Keterangan: 

Loss   = Nilai loss untuk perubah bobot, dan bias  

Output  target  = Kelas yang sebenarnya 

Output prediction = Kelas hasil prediksi setelah feedforward 

Dari rumus 3.3 diatas akan diperoleh jika nilai Loss yang diperoleh 

memiliki nilai yang lebih besar, maka mesin akan melakukan backpropagation 

dengan melakukan update terhadap weight pada layer sebelumnya. Proses ini 

berlangsung hingga nilai loss yang diperoleh bernilai kecil. 
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3.4.3 Arsitektur EfficientNet-B1 

 

Gambar 3.3 Arsitektur EfficientNet sub EfficientNet-B1 

Pada gambar diatas menjelaskan tahapan arsitektur EfficientNet-B1 yang 

akan diterapkan pada penelitian ini untuk klasifikasi jenis sampah. Berikut ini 

adalah tahapan-tahapan arsitektur EfficientNet-B1 dalam melakukan klasifikasi 

gambar: 
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1. Data gambar bahan organik dan anorganik yang telah dilakukan augmentasi 

data dengan ukuran 240 x 240 digunakan sebagai data masukan. 

2. Stage 1 : 

a. Pada tahap ini dilakukan operasi convolutional filter 3 x 3 menghasilkan 

feature maps 32 channel. 

b. Dilakukan proses Batch Normalization. 

c. Kemudian dilakukan proses activation function menggunakan ReLU. 

3. Stage 2: 

a. Pada tahap ini dilakukan operasi  Deep Wise Convolutional 

menghasilkan feature maps filter 3 x 3 menghasilkan feature maps 16 

channel. 

b. Dilakukan proses batch normalization 

c. Kemudian dilakukan proses activation function menggunakan ReLU. 

d. Kemudian dilakukan Global Average Pooling 

e. Kemudian dilakukan reshape 

f. Kemudian dilakukan 3 kali convolutional dengan filter 3 x 3 

menghasilkan feature maps channel 16 channel. 

g. Kemudian dilakukan batch normalization. 

4. Stage 3: 

a. Pada tahap ini dilakukan operasi convolutional filter 3 x 3 menghasilkan 

feature maps 24 channel. 

b. Dilakukan proses batch normalization. 

c. Kemudian dilakukan activation function menggunakan ReLU. 

d. Kemudian dilakukan proses pada MBConv1 dengan filter 3x3. 

e. Kemudian dilakukan dropout  

5. Stage 4: 

a. Pada tahap ini dilakukan operasi convolutional filter 5 x 5 menghasilkan 

feature maps 40 channel. 

b. Dilakukan proses batch normalization. 

c. Kemudian dilakukan activation function menggunakan ReLU. 

d. Kemudian dilakukan proses pada MBConv1 dengan filter 5 x 5. 
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e. Kemudian dilakukan dropout 

6. Stage 5: 

a. Pada tahap ini dilakukan operasi convolutional filter 3 x 3 menghasilkan 

feature maps 80  channel. 

b. Dilakukan proses batch normalization. 

c. Kemudian dilakukan activation function menggunakan ReLU. 

d. Kemudian dilakukan proses pada MBConv1 dengan filter 3 x 3. 

e. Kemudian dilakukan dropout 

7. Stage 6: 

a. Pada tahap ini dilakukan operasi convolutional filter 5 x 5 menghasilkan 

feature maps 112 channel. 

b. Dilakukan proses batch normalization. 

c. Kemudian dilakukan activation function menggunakan ReLU. 

d. Kemudian dilakukan activation convolutional filter 5 x 5. 

e. Kemudian dilakukan dropout 

8. Stage 7: 

a. Pada tahap ini dilakukan operasi convolutional filter 5 x 5 menghasilkan 

feature maps 192 channel. 

b. Dilakukan proses batch normalization. 

c. Kemudian dilakukan activation function menggunakan ReLU. 

d. Kemudian dilakukan activation convolutional filter 5 x 5. 

e. Kemudian dilakukan dropout 

9. Stage 8: 

a. Pada tahap ini dilakukan operasi convolutional filter 3 x 3 menghasilkan 

feature maps 320  channel. 

b. Dilakukan proses batch normalization. 

c. Kemudian dilakukan activation function menggunakan ReLU. 

d. Kemudian dilakukan proses pada MBConv1 dengan filter 3 x 3. 

e. Kemudian dilakukan dropout 

10.  Stage 9: 
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a. Pada tahap ini dilakukan convolutional dimensi dengan filter 3 x 3 

menghasilkan feature maps 1280  channel . 

b. Dilakukan proses batch normalization. 

c. Kemudian dilakukan activation function menggunakan ReLU. 

d. Pada tahap ini dilakukan convolutional 2 dimensi dengan filter 1 x 1 

menghasilkan feature maps 640  channel . 

e. Pada tahap flatten dilakukan perubahan output dari convolutional filter 1 

x 1 menjadi array 1 dimensi. 

f. Output dari proses flatten akan dilakukan proses fully connected layer. 

g. Dilakukan pembuatan layer baru dengan jumlah 320 neuron 

h. Dilakukan proses batch normalization. 

i. Kemudian dilakukan activation function menggunakan ReLU. 

j. Melakukan pengurangan neuron dengan dropout regularitation. 

k. Kemudian dilakukan proses klasifikasi dengan activation function 

softmax untuk penentuan target kelas sampah organik atau sampah 

anorganik. 

3.4.4 Convolutional 

Arsitektur EfficientNet-B1 model noisy student di atas menggunakan proses 

konvolusi (convolution). Dari stage 1, hingga tahap klasifikasi. Hasil dari 

konvolusi disebut dengan feature maps dan dimensi feature maps bisa dihitung 

menggunakan rumus convolutional yaitu: 

𝐎𝐮𝐭𝐩𝐮𝐭 =
𝐖 −  𝐅 +  𝟐𝐏

𝐒
+ 𝟏 ( 3.4) 

Keterangan:  

W = Ukuran gambar 

 F = ukuran filter  

 P = masukan padding yang digunakan  

 S = ukuran pergeseran (Stride) 
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Operasi konvolusi diatas yaitu W sebagai ukuran gambar jika gambar 

berukuran 4 x 4, filter 3 x 3, tanpa padding (P=0), dan stride default (S=1). Maka 

hasil output yang diperoleh feature maps 2 x 2. 

3.4.5 Activation Function 

1. ReLU 

Fungsi Aktivasi(Activation Function)yang digunakan yaitu fungsi aktivasi 

ReLU. ReLU merupakan bawaan dari arsitektur EfficientNet-B1 dengan fungsi 

persamaan sebagai berikut: 

𝒇(𝒙) = 𝒎𝒂𝒙 (𝟎, 𝒙) ( 3.5) 

Keterangan : 

f (x) = Fungsi aktivasi 

x = Nilai masukan 

Rumus 3.5 diatas merupakan aturan yang diterapkan pada ReLU. Dimana x 

adalah nilai masukan. Ketika nilai x < 0 maka hasil output yaitu bernilai 0. Dan 

ketika nilai x ≥ 0 maka output yang diperoleh yaitu 1. 

2. Leaky ReLU 

Fungsi aktivasi yang digunakan pada tahap klasifikasi yaitu Leaky ReLU. 

Karena Leaky ReLU dinilai bisa mempertahankan nilai negatif sehingga tetap 

menjaga feature yang terbentuk. Karena sifatnya yang tidak akan menonaktifkan 

neuron ketika hasil masukan bernilai negatif. 

𝒇(𝒙) = 𝒎𝒂𝒙 (𝜶𝒙, 𝒙) ( 3.6) 

Keterangan : 

f (x) = Fungsi ativasi 

x = Nilai masukan 
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Rumus 3.6 diatas merupakan rumus dari Leaky ReLU, yang menggunakan 

nilai α sebagai pengali untuk masukan x. α merupakan tingkat toleransi kebocoran 

umumnya bernilai α=0.2 (huge leak), dan α=0.01 (small leak). 

3.5 Evaluasi dan Analisa 

Tahap evaluasi merupakan tahap pemeriksaan akurasi, dan penerapan data 

asli terhadap klasifikasi jenis sampah dengan melakukan eksperimen yang telah di 

desain menjadi beberapa skenario pengujian. Hasil eksperimen tersebut kemudian 

dilakukan analisis untuk diambil  kesimpulan. 

Tahap evaluasi terhadap akurasi dilakukan menggunakan matriks klasifikasi 

yaitu confusion matrix, dengan melakukan penilaian dari segi precision, recall, 

dan F1-Score. 

3.5.1 Precision 

Precision merupakan evaluasi akurasi pada confusion matrix terhadap 

hasil prediksi yang bernilai positif. 

𝑷𝒓𝒆𝒄𝒊𝒔𝒊𝒐𝒏 =
𝑻𝑷

𝑻𝑷 + 𝑭𝑷
 ( 3.7) 

Keterangan: 

TP  = jumlah data dengan nilai sebenarnya positif dan nilai prediksi positif. 

FP  = jumlah data dengan nilai sebenarnya negatif dan nilai prediksi positif. 

Rumus 3.7 merupakan perhitungan untuk nilai precision dari probabilitas 

prediksi. Diketahui True Positive (TP), dan False Positive (FP). 

3.5.2 Recall 

Recall merupakan evaluasi confusion matrix terhadap nilai aktual yang 

bernilai positif. 

𝑹𝒆𝒄𝒂𝒍𝒍 =
𝑻𝑷

𝑻𝑷 + 𝑭𝑵
 ( 3.8) 

Keterangan: 
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TP  = jumlah data dengan nilai sebenarnya positif dan nilai prediksi positif. 

FN   = jumlah data dengan nilai sebenarnya positif dan nilai prediksi negatif. 

Rumus 3.8 merupakan perhitungan untuk nilai precision dari probabilitas 

prediksi. Diketahui True Positive (TP), dan  False Negative (FN). 

3.5.3 F1-Score 

F1-Score merupakan evaluasi penilaian akurasi terhadap probabilitas rata-

rata antara nilai precision, dan recall. 

𝑭𝟏 − 𝑺𝒄𝒐𝒓𝒆 = 𝟐 ×
𝑷𝒓𝒆𝒄𝒊𝒔𝒊𝒐𝒏 × 𝑹𝒆𝒄𝒂𝒍𝒍

𝑷𝒓𝒆𝒄𝒊𝒔𝒊𝒐𝒏 + 𝑹𝒆𝒄𝒂𝒍𝒍
 ( 3.9) 

Rumus 3.9 merupakan perhitungan untuk memperoleh nilai F1-Score. 

Nilai precision diperoleh dari rumus precision yaitu 𝑝𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 =
𝑇𝑃

𝑇𝑃+𝐹𝑃
. 

Sedangkan nilai recall diperoleh dari rumus recall yaitu 𝑟𝑒𝑐𝑎𝑙𝑙 =
𝑇𝑃

𝑇𝑃+𝐹𝑁
. 

3.6 Deployment 

Tahap deployment merupakan tahap penerapan model terbaik yang dibuat 

dalam bentuk aplikasi sehingga bisa digunakan, dengan tujuan untuk melakukan 

pembuktian bahwa model tersebut berjalan, dan beroperasi dengan baik. 



93 

 

BAB 6 

PENUTUP 

 

6.1 Kesimpulan 

Berdasarkan implementasi dan pengujian arsitektur EfficientNet-B1 model Noisy 

Student terhadap klasifikasi jenis sampah organik, dan anorganik yang telah 

dilakukan, maka diperoleh kesimpulan sebagai berikut: 

1. Proses pelatihan arsitektur EfficientNet-B1 model noisy student menggunakan 

data sampah organik, dan anorganik yang telah mengalami augmentasi 

memperoleh akurasi tertinggi pada eksperimen 5 dengan tuning 

hyperparameter, menggunakan pembagian dataset 90:10, fungsi aktivasi 

Rectified Linear Unit (ReLU), optimizer yang digunakan yaitu Adaptive 

Moment Estimation (Adam), dengan aturan learning rate 0.01 menghasilkan 

nilai F1-Score 99,68%. 

2. Berdasarkan pengamatan dari visualisasi pada grafik terhadap proses 

pelatihan, tidak ditemukan indikasi terjadinya underfitting, maupun 

overfitting yang signifikan karena jarak antara loss train, dan loss validation 

hanya berbeda tipis. 

3. Learning rate dengan ukuran 10
-2

 memperoleh nilai F1-score terbaik untuk 

masing-masing sub eksperimen pada pembagian dataset 90:10, dan 10
-3

 pada 

dataset 70:30. 

4. Pengujian aplikasi web yang telah di-deployment berhasil melakukan prediksi 

terhadap data yang berbeda dengan dataset. 

5. Beberapa pengujian aplikasi web yang melakukan prediksi, tidak memperoleh 

prediksi yang tepat, karena model yang terbaik dengan nilai F1-Score 99,68% 

tidak memprediksi gambar dengan hasil yang 100% akurat. 

6.2 Saran 

Penulis memberikan beberapa saran yang bisa dijadikan bahan untuk 

pengembangan terhadap penelitian ini. Saran tersebut yaitu: 
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1. Melakukan eksperimen untuk memperoleh model komputasi yang lebih cepat 

dengan menggunakan regularization yang lain. 

2. Menambah satu kelas baru selain organik, dan anorganik yang berisi data 

selain sampah agar model mampu melakukan klasifikasi data selain sampah 

organik, dan anorganik. 

3. Melakukan penerapan model terbaik yang telah dilatih dalam bentuk 

perangkat keras(hardware) seperti tempat sampah pintar yang bisa 

memisahkan sampah sesuai dengan jenisnya secara real-time.  
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LAMPIRAN A 
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