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lescencia) por el apoyo recibido durante todo este proceso y, en particular, por el
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Resumen

En estos últimos tiempos, las tecnoloǵıas de la información y la comunicación,
apalancadas por la masificación en el acceso a internet, han modificado el comer-
cio, la educación, el gobierno, la salud e incluso la forma en que las personas se
relacionan afectivamente. Esta evolución se vio acelerada todav́ıa más a ráız de la
pandemia de COVID-19, donde muchas de las actividades tuvieron que ser migra-
das a una modalidad virtual (e.g. teletrabajo, videoconferencias, clases remotas).
Las redes WLAN (Wireless Local Area Network) son probablemente la tecnoloǵıa
de acceso a internet más utilizada a nivel mundial y, en particular, el estándar
IEEE 802.11, comercialmente conocido como Wi-Fi, ha sido el que ha proliferado
como estándar de base para estas redes. Desde su primera publicación, se ha ido
actualizando con el objetivo de adaptarse a las demandas de más dispositivos, más
conexiones y mayores velocidades. Recientemente, se publicó su última enmienda,
la IEEE 802.11ax, la cual introduce cambios radicales a nivel de acceso al medio
en busca de una mayor eficiencia en el uso del espectro. Con ella, se plantean
una serie de desaf́ıos respecto de la asignación de recursos entre dispositivos de la
nueva enmienda y de enmiendas anteriores (legacy), que siguen operando con el
mecanismo de acceso al medio tradicional.

Por otro lado, los avances en la capacidad de procesamiento y de almacena-
miento de datos de los servidores de la actualidad habilitan la aplicación de técnicas
de aprendizaje automático en diversas áreas de la industria. En particular, dentro
de las telecomunicaciones, se vienen utilizando ampliamente para la optimización
de procesos o recursos. Dada esta realidad y los desaf́ıos mencionados respecto
del reparto de recursos entre dispositivos 802.11ax y legacy, en el presente trabajo
se estudia el potencial de la aplicación de técnicas de aprendizaje profundo por
refuerzo (DRL) a la optimización del control de acceso al medio en redes IEEE
802.11. Este enfoque presenta ventajas respecto de los enfoques tradicionales (e.g.
uso de modelos anaĺıticos), ya que estos últimos funcionan bien solo bajo ciertas
suposiciones y configuraciones cuasiestáticas o están limitados en su capacidad de
generalización.

En esta tesis se realizó una revisión y diagnóstico de la situación actual res-
pecto de la nueva enmienda de IEEE 802.11, mediante simulaciones y pruebas
con equipos comerciales. Las pruebas exhaustivas realizadas revelaron cierta in-
madurez de las implementaciones de 802.11ax por el momento. Posteriormente,
se propuso el método Enhanced - Centralized Contention Window Optimization
with Deep Reinforcement Learning (E-CCOD), para aplicar DRL a la optimiza-
ción del rendimiento de redes IEEE 802.11 mediante la predicción correcta de los



valores de ventana de contención (un parámetro clave del mecanismo de control de
acceso de estas redes). Se constató el funcionamiento satisfactorio de este método
en distintos escenarios de operación realistas: env́ıos UDP y TCP, sentidos uplink,
downlink y bidireccional, y variaciones en la cantidad de clientes y en el tráfico
cursado. Por último, se lo extendió para operar en redes donde coexisten clientes
de la nueva versión del estándar y de versiones anteriores, y se lo puso a prueba en
un ejemplo de aplicación. A partir de los resultados obtenidos, es posible afirmar
la viabilidad de aplicar técnicas de DRL a la optimización del control de acceso en
redes IEEE 802.11.
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Caṕıtulo 1

Introducción

1.1. Contexto y Motivación
La importancia que ha adquirido internet en estos últimos tiempos es indis-

cutible. Se estima que en enero de 2022 la cantidad de usuarios fue de 4,95 mil
millones, lo que equivale a un 62,5 % de la población mundial. Mientras tanto, el
tiempo promedio diario dedicado al uso de internet fue de casi 7 horas en todos los
dispositivos a nivel mundial [1]. Las tecnoloǵıas de la información y la comunica-
ción (TIC), apalancadas por la masificación en el acceso a internet, han modificado
el comercio, la educación, el gobierno, la salud e incluso la forma en que las per-
sonas se relacionan afectivamente. Además, durante el peŕıodo de confinamiento
provocado por la pandemia de Corona Virus Disease (COVID-19), el uso de las
TIC cobró todav́ıa más relevancia, puesto que muchas de las actividades que se
desarrollaban de manera presencial, tuvieron que ser migradas a una modalidad
virtual (e.g. teletrabajo, videoconferencias, clases remotas). Asimismo, permitió a
las personas acercarse a quienes estaban lejos de sus hogares, familias, parientes y
amigos manteniendo la distancia social.

En este contexto, la educación emerge como uno de los verticales más importan-
tes para la incorporación de las TIC, con Ceibal como ejemplo a nivel nacional [2].
Esta organización fue creada en 2007 como un plan de inclusión e igualdad de
oportunidades con el objetivo de apoyar con tecnoloǵıa las poĺıticas educativas
uruguayas. Desde su implementación, cada niño, niña y adolescente que ingresa al
sistema educativo público en todo el páıs accede a un dispositivo para su uso perso-
nal con conexión a internet desde el centro educativo. Hasta agosto de 2021 se han
entregado 2.581.377 de laptops y tablets y 83.939 placas programables Micro:bit1,
y se cuenta con 3023 instituciones educativas con acceso a internet y 1.498 con
servicio de videoconferencia [3]. Con respecto al uso de plataformas educativas,
durante la etapa de virtualidad, la demanda por parte de la comunidad educativa
se incrementó notoriamente, alcanzando el pico de 784.383 usuarios. En la actuali-
dad, habiéndose retomado las clases presenciales, el uso de estas plataformas sigue
siendo masivo y significativamente más alto que en 2019 [4].

1https://microbit.org/

https://microbit.org/
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Las redes WLAN (Wireless Local Area Network) son la tecnoloǵıa de acceso a
internet utilizada en todos los centros educativos de Uruguay (y probablemente la
más usada a nivel mundial), ya que brinda movilidad al usuario y rapidez y flexi-
bilidad para su instalación. En particular, el estándar 802.11 de la IEEE (Institute
of Electrical and Electronics Engineers), comercialmente conocido como Wi-Fi, ha
sido el que ha proliferado como estándar de base para estas redes, gracias a su bajo
costo y su desempeño razonable [5]. Desde su primera publicación en 1997, se han
liberado múltiples enmiendas (e.g. a, b, g, e, n, ac, ax) con el objetivo de adaptarse
a las demandas de más dispositivos, más conexiones y mayores velocidades. Por
ejemplo, las primeras enmiendas publicadas en los años 2000 ofrećıan velocidades
de tráfico máximas del orden de los 10 Mbps; mientras que las últimas, publicadas
dos décadas más tarde, permiten alcanzar velocidades que superan 1 Gbps (se ha
logrado aumentar en 2 órdenes de magnitud las velocidades ofrecidas).

El pasado 9 de febrero de 2021 se aprobó oficialmente la última enmienda [6], la
IEEE 802.11ax, la cual introduce cambios significativos para mejorar la eficiencia
en el uso del espectro y el rendimiento por área cubierta, con foco en escenarios
densos y heterogéneos. Para el diseño de este estándar se consideró cierto aprendi-
zaje de los errores cometidos en el pasado, donde varias de las mejoras introducidas
en enmiendas anteriores no teńıan luego un impacto significativo en despliegues
reales, dadas las condiciones exigentes que se requeŕıan (que solo eran alcanzables
en ambientes de laboratorio). Uno de los principales cambios de 802.11ax es en el
mecanismo de acceso al medio, el cual se modifica para que la infraestructura de
red (i.e. los puntos de acceso -APs-) sea la encargada de establecer cuándo y con
qué recursos los clientes pueden transmitir sus tramas, de manera análoga a lo que
ocurre en LTE (Long Term Evolution) [7].

Si bien en esta nueva enmienda de IEEE 802.11 se modifica radicalmente el
mecanismo de acceso al medio, el mecanismo básico, el CSMA/CA (Carrier Sense
Multiple Access with Collision Avoidance), que ha sido utilizado desde las prime-
ras enmiendas, se mantiene. Esto es debido a que la retrocompatibilidad siempre
ha sido uno de los objetivos del estándar, lo que da lugar a una etapa de transición
donde dispositivos de las versiones más nuevas conviven sin inconvenientes con
otros de versiones anteriores (legacy). Como se verá en los siguientes caṕıtulos,
CSMA/CA es un mecanismo robusto frente a cambios en la red y de baja com-
plejidad computacional; no obstante, puede conducir a una operación alejada de
la óptima, sobre todo en escenarios de alta densidad, que cada vez son más co-
munes en la realidad actual [8]. En suma, el nuevo acceso al medio y la etapa de
transición donde coexistan dispositivos 802.11ax y legacy (los cuales no implemen-
tan el nuevo acceso al medio) plantean una serie de desaf́ıos adicionales respecto
de una asignación de recursos óptima y justa, los cuales no son abordados en el
nuevo estándar.

Por otro lado, la evolución que se ha dado en internet y en las tecnoloǵıas
de acceso ha sido acompañada y potenciada por los avances a nivel de hardware;
en particular, por las mejoras sustanciales en la capacidad de procesamiento y de
almacenamiento de datos de los servidores (f́ısicos y en la nube). Gracias a esto,
la aplicación de técnicas de aprendizaje automático (ML) en diversas áreas de la
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industria está en constante crecimiento y expansión. Ejemplos de este fenómeno
son el descubrimiento y fabricación de fármacos y la generación de tratamientos
personalizados en la medicina, la detección de fraude y la orientación hacia los
clientes más importantes en las finanzas, la recomendación de productos y la aten-
ción al cliente mejorada en las ventas minoristas (retail), la variación dinámica de
precios y el análisis de los sentimientos en el turismo y múltiples aplicaciones en
redes sociales para atraer cada vez a más usuarios y retenerlos, entre otros [9]. Por
su parte, dentro de las telecomunicaciones, el ML ha mostrado un gran potencial
para asistir en la detección de anomaĺıas, mantenimiento predictivo, clasificación
de reportes de fallas, garant́ıa de acuerdos de nivel de servicio y optimización de
redes [10].

Dado el creciente aumento del uso de técnicas de ML para resolver problemáti-
cas de la industria, y en particular de las telecomunicaciones, y los desaf́ıos men-
cionados respecto de la asignación de recursos que trae consigo la publicación de
IEEE 802.11ax, en el presente trabajo se estudia el potencial de la aplicación de
aprendizaje profundo por refuerzo (DRL) a la optimización del control de acceso
al medio en redes IEEE 802.11. DRL es un área de ML que consiste en aprender
mediante la interacción (por prueba y error) con el entorno y resulta adecuado
para abordar problemas de este estilo [11].

1.2. Trabajo Realizado y Principales Aportes
El foco principal de este trabajo de investigación es estudiar el potencial de la

aplicación de DRL a la optimización del control de acceso al medio en redes IEEE
802.11. Como se mencionó, con la reciente publicación de su última enmienda (la
IEEE 802.11ax), que introduce cambios radicales a nivel de acceso al medio, se
plantean nuevos desaf́ıos respecto de la asignación de recursos entre dispositivos
nuevos y legacy, que se suman a los desaf́ıos ya existentes en el mecanismo de
control de acceso tradicional (operación alejada de la óptima en escenarios de alta
densidad).

Previo al trabajo con DRL, se realizó una revisión y diagnóstico de la situación
actual respecto de la nueva enmienda de IEEE 802.11. Para ello se llevó a cabo una
revisión bibliográfica de la misma para comprender en profundidad sus objetivos
y las principales funcionalidades que se introducen o se extienden de enmiendas
anteriores. Además, se realizó una evaluación de desempeño mediante simulaciones
y pruebas con equipos comerciales, con foco en escenarios educativos (i.e. salón de
clases). Este tipo de escenarios, además de ser de especial interés para Ceibal, se
destaca por su alta densidad, con una gran cantidad de dispositivos conectados
en un entorno reducido como lo es un aula, donde no solo hay laptops y tablets,
sino que también nuevos elementos que se siguen incorporando como tecnoloǵıa
educativa (pantallas interactivas, robots, placas programables, sensores, etc.). Las
pruebas exhaustivas realizadas revelaron una inmadurez tanto de las versiones
actuales de los simuladores de red como de las implementaciones de 802.11ax en
los equipos comerciales por el momento; sin embargo, es de esperar que estos
problemas se resuelvan con las sucesivas actualizaciones de los simuladores y del
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software y hardware de equipamiento de red y de dispositivos terminales.

Más allá de estos resultados preliminares y que, con el paso del tiempo y con la
evolución de los equipos, el desempeño del nuevo estándar mejore, este último no
especifica cómo será el reparto de recursos entre dispositivos de la nueva versión y
legacy. Esto puede conducir a un fenómeno análogo al conocido como anomaĺıa de
802.11, donde CSMA/CA no proporciona equidad de tiempo de aire para todas
las estaciones (STAs), ya que, debido a su diseño, el desempeño máximo alcanza-
ble por cualquier STA de la red está limitado por la STA más lenta [12]. Por el
contrario, podŕıa ocurrir que los dispositivos de versiones anteriores queden exclui-
dos injustamente del uso del canal. Para contribuir al estudio de esta temática, se
propone el método Enhanced - Centralized Contention Window Optimization with
Deep Reinforcement Learning (E-CCOD), basado en DRL, para la optimización
del mecanismo de control de acceso al medio en redes IEEE 802.11. Todo el código
generado en el marco del presente trabajo se encuentra publicado en un repositorio
de GitHub de acceso libre [13].

Se buscó que la solución propuesta se pudiera adaptar al funcionamiento tradi-
cional de CSMA/CA y que lo complementara, realizando cambios de configuración
en tiempo real. En particular, entre los parámetros que se pueden configurar, se
seleccionó el intervalo de ventana de contención (CW ) que eligen las STAs, debido
a que hab́ıa sido estudiado con éxito en trabajos previos [14–16] y a su fácil mani-
pulación (el valor de dicho parámetro es comunicado por el AP a todas las STAs
periódicamente). Si bien existen antecedentes de la aplicación de DRL al control
de CW , los mismos presentan deficiencias importantes en su planteo, que lo llevan
a un desempeño subóptimo e incluso inestable, como se verá más adelante [17].
Por otro lado, los enfoques tradicionales como el uso de modelos anaĺıticos fun-
cionan bien solo bajo ciertas suposiciones y configuraciones cuasiestáticas o están
limitados en su capacidad de generalización.

Para el desarrollo del método E-CCOD, en primer lugar, se puso foco en redes
donde todos los dispositivos eran de versiones anteriores del estándar (dispositivos
legacy). En esta clase de redes no participa el nuevo acceso al medio de 802.11ax,
por lo que solo debe controlarse un juego de valores de CW . Se construyó entonces
un agente de DRL capaz de seleccionar el valor de CW óptimo frente a distintas
configuraciones de la red. Se probaron escenarios donde la cantidad de clientes se
mantuvo constante y otros donde la misma fue variando a lo largo de la simulación,
se trabajó con los protocolos de transporte UDP y TCP, y con env́ıos en sentido
uplink (UL), downlink (DL) y bidireccional (UL+DL); además, se diseñaron prue-
bas donde se varió el tipo de tráfico cursado durante la simulación y el agente tuvo
que reaccionar y ajustar la CW en consecuencia. Es importante adelantar que el
desempeño alcanzado con el método E-CCOD en los escenarios legacy evaluados
fue muy satisfactorio, logrando seleccionar valores de CW cercanos a los óptimos
y obteniendo valores de throughput elevados en todos los casos.

Habiendo aplicado técnicas de DRL a la optimización del control de acceso
en redes con dispositivos legacy de manera exitosa, se pasó a trabajar con redes
“mixtas”, es decir, compuestas por dispositivos 802.11ax y legacy al mismo tiempo.
En la evaluación del estado de situación respecto de la nueva enmienda de IEEE

4
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802.11 se constató que las versiones disponibles al momento de los simuladores de
red no representaban fielmente el nuevo acceso al medio. Por este motivo, para
poder trabajar con redes mixtas, fue necesario implementar los env́ıos más eficien-
tes que permite 802.11ax con las funcionalidades disponibles en el simulador (e.g.
fragmentación y agregación de paquetes). Luego, se extendió al agente de DRL pa-
ra que pudiera seleccionar dos juegos de valores de CW (uno para los dispositivos
legacy y otro para los de la nueva versión) y se lo puso a prueba en un ejemplo
de aplicación. A partir de los resultados obtenidos, es posible afirmar la viabilidad
de aplicar técnicas de DRL a la optimización del control de acceso en redes donde
conviven dispositivos de la nueva versión y de versiones anteriores del estándar. En
suma, resulta relativamente sencillo introducir criterios de justicia que permitan
garantizar un reparto justo de tiempo de aire entre dispositivos 802.11ax y legacy.

1.3. Organización del Documento
El resto del documento se organiza como se indica a continuación. En el Caṕıtu-

lo 2 se realiza un repaso histórico del estándar IEEE 802.11, destacando sus princi-
pales caracteŕısticas y enmiendas, luego se presenta la última enmienda aprobada
y sus nuevas funcionalidades, y por último se analiza el desempeño del estándar.
En el Caṕıtulo 3 se introducen los conceptos más importantes de DRL y se presen-
tan algunos de sus algoritmos más populares. En el Caṕıtulo 4 se revisa el trabajo
relacionado a la aplicación de técnicas de ML al control de acceso en redes IEEE
802.11, se presenta el trabajo previo tomado como punto de partida para este es-
tudio y se realiza una evaluación de desempeño del método propuesto en él. En
dicha evaluación se evidencian serios problemas de diseño e implementación. Estos
resultados motivan a que, en el Caṕıtulo 5, se presente un método mejorado, el
E-CCOD, para la optimización del control de acceso en redes IEEE 802.11. Luego,
se evalúa su desempeño en distintos escenarios de operación realistas y se lo ex-
tiende para funcionar en un ejemplo de aplicación de redes con clientes 802.11ax
y legacy en coexistencia. Finalmente, en el Caṕıtulo 6 se concluye el trabajo.

5
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Caṕıtulo 2

Evolución del Estándar IEEE 802.11

Este caṕıtulo está dedicado al estándar IEEE 802.11. En primer lugar, se realiza
un repaso histórico del mismo, destacando su propósito original (ser la alternativa
inalámbrica de Ethernet) y cómo fue su evolución para posicionarse desde hace
ya algunos años como una solución considerada en despliegues de alta densidad y
para grandes áreas. Se presenta además el funcionamiento básico del mecanismo
de control de acceso, el CSMA/CA, el cual se buscará optimizar mediante DRL
en caṕıtulos posteriores. Luego, se pone foco en la última enmienda aprobada, la
IEEE 802.11ax, sus principales objetivos y las funcionalidades que se introducen o
se extienden de enmiendas anteriores. En particular, se describe el nuevo acceso al
medio que opera sobre CSMA/CA y se plantean los desaf́ıos que este cambio trae
consigo en términos de reparto de recursos. Finalmente, se discute el desempeño
del estándar. Por un lado, se presenta el modelo teórico clásico para analizar el
desempeño de redes de dispositivos legacy, el cual es clave para comprender las
bases del problema a modelar en DRL y cuyos resultados son de suma utilidad
para evaluar el desempeño del algoritmo construido. Por otro lado, se presentan
los resultados de una evaluación de desempeño propia, realizada en base a simu-
laciones y a pruebas con equipos comerciales, sobre la nueva versión del estándar
y la coexistencia con dispositivos de versiones anteriores. De esta forma, se busca
diagnosticar la situación actual tecnológica respecto de la nueva enmienda.

2.1. Repaso Histórico
Para la elaboración de estándares, la IEEE crea lo que se conoce como grupos

de trabajo [18]. En el caso del estándar IEEE 802.11 este grupo se creó en 1990,
luego de algunos hechos previos relevantes, tales como la habilitación de bandas
de radio para uso industrial, cient́ıfico y médico (ISM) por la FCC (Federal Com-
munications Commission) en 1985 [19]. El objetivo del grupo IEEE 802.11 era
definir un protocolo análogo al IEEE 802.3, más conocido como Ethernet, pero
con tecnoloǵıas de comunicación inalámbrica. Luego de varios años de trabajo, en
1997 se aprobó la primera versión del estándar, conocido como 802.11-1997 (hoy en
d́ıa llamado 802.11-legacy, actualmente obsoleto). Esta primera versión soportaba
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Figura 2.1: Diagrama de tiempos del protocolo CSMA/CA (adaptada de [21]).

velocidades de capa f́ısica de 1 y 2 Mbps, en base a tres tecnoloǵıas: señales infra-
rrojas, espectro expandido por secuencia directa (DSSS) o por salto de frecuencia
(FHSS). A nivel de control de acceso al medio, ya aparećıa desde esa primera
versión el mecanismo CSMA/CA (Carrier Sense Multiple Access with Collision
Avoidance) para evitar colisiones, el cual continúa en las versiones actuales.

Con CSMA/CA, las STAs deben esperar un tiempo aleatorio (backoff ) antes
de transmitir sus tramas, el cual es elegido uniformemente en el rango [0, CW −1],
donde CW refiere a la ventana de contención. Este tiempo se va decrementando a
medida que el canal está libre y, al llegar a 0, se efectúa la transmisión. En el primer
intento, el valor de CW se establece como el menor tamaño de ventana (CWmin);
luego, si no se recibe una confirmación para la trama transmitida (debido a una
colisión en el receptor o a un canal ruidoso), este valor se duplica hasta alcanzar el
tamaño máximo (CWmax) [20]. La Figura 2.1 muestra cómo es el proceso de acceso
al medio cuando existen dos STAs que deben transmitir. Si bien el mecanismo
CSMA/CA es de implementación simple y robusto frente a cambios en la red, no
es eficiente, sobre todo en escenarios de alta densidad, que son t́ıpicos en la realidad
actual. Esto es debido a que en este tipo de escenarios las colisiones son frecuentes,
por lo que se desaprovecha mucho tiempo de aire; por el contrario, si se trabaja
con valores de CW muy elevados para evitar las colisiones, se está subutilizando
el tiempo de aire destinado a transmitir datos [8].

Continuando con la evolución de IEEE 802.11, en 1999 se estandarizaron lo que
seŕıan las primeras versiones realmente populares del estándar: 802.11b y 802.11a.
La primera, definida para la banda de 2,4 GHz, manteńıa la capa f́ısica basada
en DSSS y alcanzaba un tasa máxima de transmisión de datos de 11 Mbps. La
segunda, definida para la banda de 5 GHz, introdujo una capa f́ısica basada en
OFDM (Orthogonal Frequency-Division Multiplexing), alcanzando tasas de hasta
54 Mbps. Ese mismo año, la Wi-Fi Alliance creó la marca registrada Wi-Fi, basada
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Tabla 2.1: Principales enmiendas del estándar IEEE 802.11.

Estándar IEEE a b g n ac ax
Año aprobación 1999 1999 2003 2007 2013 2021
Frecuencia [GHz] 5 2,4 2,4 2,4 & 5 5 2,4 & 5
Tasa bits máx. [bps] 54 M 11 M 54 M 600 M 1,3 G 9,6 G

en el estándar IEEE 802.11. Esta organización sin fines de lucro, es la encargada
de la certificación de equipos, lo cual asegura la interoperabilidad entre fabrican-
tes [22]. Fue recién en 2003, cuando se definió la nueva versión del estándar IEEE
802.11g, que se extendió el uso de OFDM también a la banda de 2,4 GHz, siendo
esta nueva versión el análogo a 802.11a en dicha banda.

Estos primeros estándares, en particular los de la banda de 2,4 GHz (802.11b
y 802.11g), llevaron a la popularización de las redes Wi-Fi, que tuvieron un creci-
miento exponencial en la década del 2000. Un protocolo que originalmente estaba
pensado solamente como sustituto inalámbrico de Ethernet, pasó a ser una solución
considerada en despliegues de alta densidad y para grandes áreas, llegando a casos
con alcance metropolitano. Las nuevas demandas de velocidad de transmisión de
datos llevaron a la creación de nuevas versiones del estándar. En 2007 se aprobó
el estándar 802.11n, definido tanto para 2,4 GHz como para 5 GHz, introduciendo
varias mejoras, tanto a nivel de capa f́ısica como de capa de control de acceso al
medio (MAC). Finalmente en 2013 se aprobó 802.11ac, definido únicamente para
la banda de 5 GHz, y con mejoras principalmente a nivel de capa f́ısica, por ejemplo
estandarizando el beamforming [23], que en 802.11n hab́ıa quedado como opcional.
En la Tabla 2.1 se puede ver un resumen de la evolución del estándar IEEE 802.11,
incluyendo la última enmienda que será tratada en la siguiente sección; la ĺınea de
tiempo detallada del grupo de trabajo de IEEE 802.11 se encuentra en [24].

2.2. El Estándar IEEE 802.11ax
En mayo de 2013, el grupo de trabajo de IEEE HEW (High Efficiency WLAN),

también conocido como TGax [25], comenzó el desarrollo de la nueva enmienda
IEEE 802.11ax, aprobada finalmente el pasado 9 de febrero de 2021 [6]. El objetivo
de este grupo era trabajar en mejoras a las capas f́ısica y MAC definidas en el
estándar 802.11, tanto en 2,4 GHz como en 5 GHz, con especial énfasis en: (i)
mejorar la eficiencia en el uso del espectro y el desempeño por área cubierta y (ii)
mejorar el rendimiento en despliegues reales, tanto en interiores como exteriores,
con particular foco en escenarios densos y heterogéneos. Estos se caracterizan por
la presencia de fuentes de interferencia y niveles de carga en los APs de moderados
a muy altos.

Quizás la principal diferencia en el enfoque del diseño de este nuevo estándar
fue considerar cierto aprendizaje de los errores cometidos en el pasado. Varias de
las mejoras introducidas en 802.11n y 802.11ac, no tuvieron después un impacto
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significativo en el desempeño de redes reales desplegadas en ambientes de alta
densidad. Esto se debe a que los cambios requeŕıan condiciones muy exigentes (e.g.
valores elevados de relación señal a ruido -SNR-, solo alcanzables en ambientes de
laboratorio), las cuales no eran acordes a lo que ocurŕıa luego en la práctica. Fue
por ello que, desde el comienzo, el TGax se planteó como objetivo realizar mejoras
significativas en despliegues reales de alta densidad.

2.2.1. Nuevas Funcionalidades
En IEEE 802.11ax se definen una serie de nuevas funcionalidades que buscan

abordar los desaf́ıos descritos anteriormente. Las más importantes se discuten en
esta subsección, en base al excelente tutorial de Evgeny Khorov et al. [7].

Modulación y Formato de Trama

La modulación en 802.11ax no ha sufrido grandes cambios. Como se mencionó,
desde 802.11a para la banda de 5 GHz y 802.11g para la banda de 2,4 GHz, OFDM
ha sido la tecnoloǵıa predominante a nivel de capa f́ısica; esto sigue siendo aśı. Los
anchos de banda soportados son los mismos que los soportados en 802.11ac, 20,
40, 80, 80 + 801 y 160 MHz, aunque se debe recordar que 802.11ax opera tanto en
la banda de 2,4 GHz (con canales de hasta 40 MHz) como en la de 5 GHz.

Una diferencia importante es el aumento del largo del śımbolo OFDM, que se
cuadriplica y pasa a ser de 12,8µs. Esto significa que la cantidad de portadoras
también se cuadriplica (pasa a ser 256) y que la separación entre ellas se divide
entre cuatro (queda de 78,125 kHz). El objetivo de este cambio es minimizar el
impacto de la fluctuación del retardo entre las transmisiones UL multiusuario
(MU). Además se puede elegir entre tres valores de intervalo de guarda (GI): 0,8,
1,6 y 3,2µs, donde se configurará el menor en ambientes con baja densidad de
usuarios, permitiendo aprovechar un mayor porcentaje del tiempo de śımbolo para
carga útil.

Se conservan todas las constelaciones para modular disponibles en versiones
anteriores del estándar, agregándose de manera opcional 1024-QAM, que aumenta
la tasa de bits pico en condiciones de alta SNR (ver Figura 2.2). No se definen nue-
vas tasas de codificación, manteniéndose 1/2, 2/3, 3/4 y 5/6. En [26] se muestran
las tasas de bits posibles para un flujo espacial (SS) simple, según la modulación
y el esquema de codificación (MCS) escogidos. De ella se desprende que la tasa
máxima es de 9,6 Gbps, que resulta de utilizar la constelación 1024-QAM con tasa
5/6, canal de 160 MHz, 8 SS y GI de 0,8µs.

Por otro lado, se definen 4 tipos de trama de capa f́ısica: para la transmisión
de usuario único (SU), para la transmisión SU de rango extendido (diseñada para
una entrega robusta), para la transmisión UL MU y para la transmisión DL MU.
Todos estos tipos utilizan la estructura de trama que se muestra en la Figura 2.3
como base, la cual se ampĺıa con campos seleccionados según el tipo espećıfico
que se trate. Es importante mencionar que, tanto en las transmisiones UL MU

180 + 80 corresponde al uso de dos canales de 80 MHz disjuntos.
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Figura 2.2: Diagramas de constelación para 16-, 64-, 256- y 1024-QAM (adaptada de [27]).

Figura 2.3: Formato de trama de capa f́ısica de 802.11ax (adaptada de [7]).

como DL MU, se env́ıa un preámbulo común y, a continuación, la porción de datos
dirigida desde o hacia las STAs.

OFDMA sobre CSMA/CA

Seguramente el cambio más importante en la nueva versión del estándar sea el
mecanismo de acceso al medio. Ahora pasa a ser el AP quien orquesta el acceso al
medio, es decir que la infraestructura de red toma el control de la asignación de
recursos, de manera análoga a lo que ocurre en LTE (Long Term Evolution). En
concreto, se plantea un mecanismo h́ıbrido entre OFDMA (Orthogonal Frequency-
Division Multiple Access) y el tradicional CSMA/CA, que se mantiene por retro-
compatibilidad. Como se vio, este último no es eficiente, sobre todo en escenarios
de alta densidad; por este motivo se introduce OFDMA, que busca incrementar la
proporción de tiempo de aire usado para transmitir datos.

En 802.11ax se agrega la división de múltiples usuarios en el dominio de la
frecuencia. Hasta el momento, el canal de Wi-Fi era dividido en varias portadoras
OFDM y, en un instante dado, se asignaban todas ellas a una sola STA. Ahora,
con OFDMA, grupos individuales de portadoras son asignados individualmente a
las STAs (ver Figura 2.4). Estos grupos pueden estar formados por 26, 52, 106,
242, 484, 996 o 2996 portadoras y son denominados Resource Units (RUs). Es
importante comentar que la asignación de RUs es válida únicamente por el tiempo
que dura una trama.

El empleo de OFDMA está previsto tanto en sentido DL como UL. En el
primero, dado que es solo el AP quien transmite, el único mecanismo importante
a considerar es que en el preámbulo de la trama se debe indicar la cantidad y
tamaño de RUs usados y qué usuarios están asignados a cada RU (junto con sus
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Figura 2.4: Comparación entre transmisiones UL sobre OFDM y OFDMA. Puede verse que
con OFDMA la asignación de recursos es mucho más granular (adaptada de [28]).

Figura 2.5: Diagrama de tiempos simplificado para transmisiones DL sobre OFDM y OFDMA.
Puede verse que con OFDMA el tiempo de aire es utilizado de forma mucho más eficiente
(adaptada de [30]).

parámetros para demodular las señales). En la Figura 2.5 se compara el uso del
tiempo de aire en varias transmisiones DL, utilizando OFDM junto a CSMA/CA
y utilizando OFDMA, de donde queda claro que en este último caso el uso del
tiempo es sensiblemente más eficiente2.

En sentido UL, la implementación es más compleja, puesto que los terminales
deben sincronizar sus transmisiones para que puedan ser demoduladas por el AP.
Para esto, se utiliza un nuevo tipo de trama denominado Trigger Frame (TF),
que es enviado por el AP y define la lista de STAs que van a usar el canal, los
parámetros comunes (e.g. GI) y los espećıficos de cada STA (e.g. MCS). Luego de

2BA en la figura significa Block Acknowledgment, una función de capa MAC que au-
menta el rendimiento utilizando una sola trama para reconocer múltiples tramas reci-
bidas [29]. BAR refiere a BA Request, una trama enviada por el AP para solicitar el
reconocimiento simultáneo de todas las tramas enviadas a las STAs [27].
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Figura 2.6: Diagrama de tiempos del protocolo CSMA/CA adaptado para su operación con
OFDMA. En el primer eje se muestran las tramas DL enviadas por el AP para solicitar a las
STAs sus transmisiones (TF) y para reconocerlas (BA), aśı como las tramas UL MU de datos
de las STAs 802.11ax. Por otro lado, en el segundo eje se representa una STA que intenta
acceder al medio de forma tradicional, la cual lo hace con mucha menor probabilidad que el
AP 802.11ax.

recibir una trama TF, todos los terminales aguardan un tiempo corto (SIFS) y
env́ıan sus datos en los RUs que les fueron asignados.

Como se mencionó, el mecanismo descrito anteriormente funciona sobre CS-
MA/CA, por lo que tanto las STAs como el AP deben competir por el acceso al
medio. Sin embargo, para conseguir los beneficios de un uso eficiente del canal,
el acceso más usado debe ser OFDMA y no aleatorio y, por tanto, el AP debe
tener un acceso prioritario para realizar el env́ıo de tramas TF. Para esto se prevé
utilizar 2 juegos de CWmin y CWmax: uno bajo, utilizado por el AP para ganar el
acceso al medio la mayoŕıa del tiempo, y uno elevado utilizado por todas las STAs
asociadas para que ganen con mucha menor probabilidad el acceso de forma alea-
toria. La Figura 2.6 representa este proceso de acceso al medio donde se prioriza
al AP sobre las STAs. En esta selección de valores de los parámetros debe evitarse
que los dispositivos legacy, que no implementan OFDMA, queden injustamente
excluidos del uso del canal o que los APs de determinados fabricantes prioricen las
transmisiones de sus propios dispositivos o de fabricantes asociados. Precisamente
estos son los desaf́ıos que trae consigo el mecanismo de acceso al medio propuesto
en IEEE 802.11ax y que no están resueltos en el estándar, por lo que existe la
oportunidad de proponer mecanismos complementarios que los aborden, tal como
se plantea en este trabajo.

MU-MIMO

La tecnoloǵıa MIMO, que consiste en el uso de múltiples antenas transmisoras
y receptoras, puede emplearse para mejorar el nivel de señal recibida, pero también
para mantener varios flujos de datos en paralelo. En 802.11n estos flujos espaciales
se manteńıan entre el AP y una única STA, lo que se conoce como SU-MIMO. A
partir de 802.11ac se incluyó MU-MIMO, que refiere al env́ıo de varios flujos en
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Caṕıtulo 2. Evolución del Estándar IEEE 802.11

paralelo desde el AP hacia distintas STAs.

En 802.11ax se incorpora MU-MIMO en ambos sentidos: DL y UL. En DL, el
AP debe determinar que las condiciones de multicamino le permiten enviar tramas
solo a una o a un grupo de STAs dentro de la duración de una trama, sin que las
mismas interfieran a otras STAs. Para esto, el AP realiza operaciones de sondeo
(sounding), que consisten en el env́ıo de tramas nulas por todas sus antenas a
todas las STAs asociadas a él. Luego, las STAs responden con medidas de la
potencia recibida en cada par de antenas AP-STA. Gracias al uso de OFDMA,
los múltiples env́ıos de medidas pueden hacerse de forma simultánea, reduciendo
significativamente el tiempo requerido para este proceso, respecto de la versión
anterior del estándar. Otra mejora es que ahora se permiten env́ıos simultáneos
hacia 8 STAs como máximo, duplicando el máximo establecido en 802.11ac.

Por otro lado, MU-MIMO en sentido UL es una funcionalidad que se introduce
en esta versión del estándar. Ésta es más simple que la versión para DL, pues no es
necesario realizar operaciones de sondeo ni preprocesar las señales para alcanzar a
los terminales que, en principio, están a distintas distancias del AP. No obstante,
se requiere que las transmisiones de las STAs estén sincronizadas, para lo cual se
utiliza el mismo mecanismo de control definido para OFDMA en UL: el env́ıo de
tramas TF por parte del AP.

Reducción de Consumo de Potencia

Uno de los objetivos de 802.11ax es aumentar el rendimiento de las redes Wi-Fi
manteniendo los requisitos de potencia sin cambios o incluso mejorándolos. Reducir
al máximo la potencia requerida es fundamental para los dispositivos móviles, que
emplean bateŕıas para su funcionamiento, sobre todo para dispositivos de internet
de las cosas (IoT). Para ello, se incorporan mecanismos que permiten a las STAs
pactar con el AP intervalos de inactividad (Target Wakeup Time y Opportunistic
Power Save) y la posibilidad de que las STAs solo decodifiquen las tramas dirigidas
a ellas (Micro Sleep).

Reutilización del Espacio

Como se indicó anteriormente, la nueva versión del estándar busca aumentar el
rendimiento de las redes Wi-Fi teniendo en cuenta escenarios de alta densidad. En
este tipo de escenarios es común encontrar varios APs, gestionados individualmente
o en conjunto, operando en superposición. Para estos casos, se definen mecanismos
para reducir la interferencia entre celdas (coloración y umbral de detección y ajuste
del nivel de potencia) y hacer un uso eficiente del espectro (puncturing de canales
y mejoras de AP virtuales).
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2.3. Desempeño de IEEE 802.11
2.3.1. Modelo Teórico Legacy

El desempeño de IEEE 802.11 ha sido un tema de estudio muy abordado en la
academia desde hace más de dos décadas. Si bien existen varios trabajos relacio-
nados [31–35], uno de los que realizó los aportes más importantes en esta temática
fue el de Bianchi [14]. En éste se propone un modelo anaĺıtico simple y muy preciso
para estimar el throughput saturado de la red, es decir, el throughput total cuan-
do todas las STAs siempre tienen un paquete listo para ser enviado (e.g. cuando
las STAs env́ıan flujos UDP a una tasa suficientemente alta). A continuación se
discutirá brevemente este modelo clásico.

Se establecen una serie de hipótesis bajo las cuales el modelo funciona de
manera razonable. En primer lugar, se considera un escenario ideal: un número
fijo de STAs, n, dispuestas alrededor de un AP, de tal manera que todas ellas
pueden escuchar a todas las otras STAs de la red. Asimismo, se trabaja con un
canal sin pérdidas, se asume que todas las STAs tienen la misma configuración y
se incorpora la llamada hipótesis de desacoplamiento. Ésta indica que, para cada
STA, el evento de que al transmitir ocurra una colisión tiene una distribución
Bernoulli de parámetro p, independiente de la historia de las colisiones hasta el
momento y del resto de las STAs. Además, p es el mismo para todas las STAs.

A partir de esta última hipótesis, es posible analizar a cada STA por separado.
Es aśı que se define la cadena de Markov de tiempo discreto {s(t), b(t)}, donde
cada STA es un vector de dos dimensiones, formado por su estado de backoff y
el contador de backoff. Los tiempos discretos t y t + 1 corresponden al inicio de
dos intervalos de tiempo consecutivos. Cabe mencionar que, en este modelo, un
intervalo de tiempo se define como el peŕıodo en que el contador de backoff puede
cambiar su valor. Esto implica que no todos los intervalos de tiempo son de la
misma duración, pudiendo incluir, por ejemplo, el tiempo de transmisión de un
paquete.

Dadas estas definiciones, se escriben las principales ecuaciones del modelo que
permiten estimar el throughput saturado de la red. En primera instancia, se define
el parámetro τ como la probabilidad de transmitir en cualquier intervalo de tiempo,
o sea, la probabilidad de que la cadena esté en un estado con el contador de backoff
igual a cero (i.e. τ = P (b(t) = 0)):

τ =
2(1− 2p)

(1− 2p)(CWmin + 1) + pCWmin(1− (2p)m)
, (2.1)

con m, tal que CWmax = 2mCWmin.
Luego, se puede calcular el parámetro p como la probabilidad de que cualquiera

de las otras n − 1 STAs transmita en el mismo intervalo de tiempo (es decir, la
probabilidad de colisión) de la siguiente manera:

p = 1− (1− τ)n−1. (2.2)

Resolviendo el sistema de ecuaciones (2.1) y (2.2), se determina el valor de
τ , y con éste, se puede escribir Ptr, la probabilidad de que haya al menos una
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transmisión en el intervalo de tiempo considerado:

Ptr = 1− (1− τ)n. (2.3)

También se escribe Ps, la probabilidad de que ocurra una transmisión exitosa, que
está dada por la probabilidad de que exactamente una STA transmita, condicio-
nada a que al menos una STA transmita:

Ps =
nτ(1− τ)n−1

Ptr
=
nτ(1− τ)n−1

1− (1− τ)n
. (2.4)

Entonces, se puede expresar el throughput S como el cociente entre la carga
útil transmitida en un intervalo de tiempo y el largo del intervalo, esto es:

S =
PsPtrE[P ]

(1− Ptr)σ + PtrPsTs + Ptr(1− Ps)Tc
, (2.5)

donde E[P ] es el tamaño promedio de la carga útil del paquete, Ts es el tiempo
promedio de una transmisión exitosa, Tc es el tiempo promedio de una colisión y
σ es la duración de un intervalo de tiempo vaćıo.

Los tiempos de transmisión exitosa y de colisión se calculan de esta manera:{
Ts = H + E[P ] + SIFS + δ +ACK +DIFS + δ

Tc = H + E[P ∗] +DIFS + δ
, (2.6)

con H la suma de los encabezados de capa f́ısica y capa MAC del paquete, δ el
retardo de propagación y E[P ∗] la longitud promedio de la carga útil del paquete
más largo involucrado en una colisión.

Este modelo fue evaluado mediante el uso de simulaciones en el trabajo [5]. En
él se realiza una comparación entre los parámetros resultantes de las simulaciones
y los estimados por Bianchi, a medida que vaŕıa el número total de STAs, para
diferentes tasas de bits. En dicho trabajo se concluye que las predicciones obtenidas
de probabilidad de colisión y de throughput saturado con el modelo de Bianchi
son muy precisas.

Ventana de Contención Óptima
Si se conoce la cantidad de STAs presentes en la red, n, es posible hallar la

CW teórica que maximiza el throughput total en un escenario UDP saturado.
Puesto que se desea encontrar un valor espećıfico (y no un intervalo), se considera
la simplificación CWmin = CWmax = CW . Entonces, se resuelve el sistema de
ecuaciones formado por (2.1) y (2.2) para todos los valores posibles de CW (en-
teros en [15, 1023]) y se selecciona aquel valor que consigue el mayor throughput
hallado según (2.5). Para el cálculo de S se utilizaron los siguientes valores de los
parámetros: estándar 802.11ax, MCS 11, canal de 20 MHz, 1 SS y 1472 bytes de
carga útil de los paquetes. Se varió n entre 5 y 50 con paso 5 y se registraron
los resultados obtenidos en la Tabla 2.2, también se calculó el caso n = 1. De la
misma puede verse que la probabilidad de colisión y el throughput se mantienen
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Tabla 2.2: Caso UDP saturado. Valores obtenidos mediante modelo de Bianchi. CW óptima
y parámetros asociados para distintas cantidades de STAs.

n CW ∗ τ p S[Mbps]
1 15 0,125 0 42,80
5 34 0,057 0,210 43,75
10 71 0,028 0,224 43,12
15 109 0,018 0,227 42,92
20 146 0,014 0,229 42,82
25 184 0,011 0,230 42,76
30 222 0,009 0,230 42,73
35 259 0,008 0,231 42,70
40 297 0,007 0,231 42,68
45 334 0,006 0,232 42,66
50 372 0,005 0,232 42,65

constantes conforme aumenta n si se configura la CW óptima (CW ∗).

Uno de los objetivos del presente trabajo de investigación es el de optimizar el
mecanismo de acceso al medio de IEEE 802.11, a partir de seleccionar el valor de
CW tal que maximice el throughput de la red (CW óptima). El modelo anaĺıtico
desarrollado en los párrafos anteriores es de suma relevancia para comprender, al
menos para un caso ideal con dispositivos legacy, qué parámetros son clave para
modelar este problema en términos de DRL, es decir, de qué parámetros del entorno
depende el valor de CW a seleccionar por el algoritmo de DRL. De este análisis
se puede afirmar que para configurar el valor de CW óptimo, se debe considerar
la probabilidad de colisión y la cantidad de STAs de la red. Adicionalmente, los
valores de CW óptima y sus parámetros asociados que se presentan en la Tabla 2.2
son de gran utilidad para comparar con los resultados obtenidos por el algoritmo
de DRL construido, de forma de evaluar su desempeño para el caso UDP saturado.

Además de funcionar de manera razonable en este caso básico, se requiere que
dicho algoritmo lo haga en otros escenarios de operación más realistas (env́ıos TCP
en sentido UL, DL y UL+DL, y variaciones en la cantidad de clientes y en el tráfico
cursado), dentro de los cuales se incluye un escenario de coexistencia entre clientes
802.11ax y legacy. Por este motivo, es importante comprender el grado de madurez
de las implementaciones de 802.11ax disponibles, tanto a nivel de simuladores de
red como de equipos comerciales; este tema será tratado en profundidad en la
siguiente subsección.

2.3.2. Evaluación de Desempeño de IEEE 802.11ax
Dada la reciente publicación de esta nueva enmienda, es de interés conocer la

situación actual tecnológica de las implementaciones en los equipos comerciales y
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en las versiones disponibles de los simuladores de red. De esta manera se establecen
las bases para trabajar en la optimización del mecanismo de acceso al medio en
redes mixtas, o sea, redes donde coexisten dispositivos 802.11ax con dispositivos
de versiones anteriores, lo que es uno de los principales objetivos de este estudio.
Además, esta información es de suma relevancia tanto para la academia como
para la industria, y en particular para Ceibal, ya que una migración de las redes
de conectividad desplegadas y de los dispositivos terminales a 802.11ax, tarde o
temprano será un hecho, por lo que, es vital conocer cuándo y cómo es la mejor
manera de hacerlo.

Definición de los Escenarios de Prueba

El TGax ha definido escenarios t́ıpicos para ser utilizados en la evaluación
del desempeño de las funcionalidades propuestas en 802.11ax y en la generación
de resultados para la calibración de simuladores de red. Estas definiciones están
recogidas en el documento [36], en el que se indica que un escenario t́ıpico para
el entorno educativo (escenario 2) consiste en celdas pequeñas y densas, con una
separación entre APs de 10 o 20 m y 100 STAs aproximadamente.

Dado que es de especial interés conocer el comportamiento del nuevo estándar
dentro de una celda (i.e. salón de clases), en cada prueba se utiliza un solo AP,
siendo siempre un dispositivo que soporta 802.11ax. Con respecto a los clientes, se
evalúan distintas cantidades de dispositivos en la celda y diferentes proporciones
de dispositivos legacy y de aquellos que soportan el nuevo estándar. La Figura 2.7
muestra las distribuciones de las STAs y el AP en el plano XY utilizadas; en todos
los casos el AP se instala elevado 2 m sobre el nivel de las STAs.

Actividades como la búsqueda de información, la descarga de archivos, la vi-
sualización de contenidos multimedia y la navegación web, que se realizan a diario
en las aulas, tienen en común su fuerte componente de tráfico DL. Otras activida-
des como el uso de las plataformas educativas en ĺınea y las videoconferencias, que
han cobrado gran protagonismo en los últimos tiempos a ráız de la emergencia sa-
nitaria provocada por el COVID-19, aśı como el uso de las redes sociales, tienen un
perfil de tráfico UL+DL. Además, todas las actividades mencionadas utilizan TCP
como protocolo de transporte; de hecho, los investigadores del grupo de trabajo de
ingenieŕıa de internet (IETF) estiman que más del 90 % del tráfico IP se transmite
a través de este protocolo [37]. De esto se deduce que, en los escenarios de prueba,
se debe considerar el tráfico TCP DL y UL+DL. Además, se utiliza un modelo
de tráfico saturado y se elige un tamaño de paquete tal que la unidad máxima de
transmisión (MTU) sea de 1500 bytes, el valor establecido por IEEE para interope-
rar con redes Ethernet [38]. La Tabla 2.3 define los parámetros de configuración
utilizados para las simulaciones y las pruebas con equipos comerciales.

Pruebas con Simuladores de Red

Se revisaron los simuladores basados en eventos más utilizados tanto en la aca-
demia como en la industria, que implementan al menos de forma parcial 802.11ax.
Aśı, se encontraron los que se mencionan a continuación.
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Figura 2.7: Distribuciones de clientes y AP en plano XY utilizadas para la evaluación de
desempeño de IEEE 802.11ax en base a simulaciones y a pruebas con equipos comerciales.

ns [39] se refiere a una serie de simuladores de red de código abierto (ns-1, ns-2
y ns-3) ampliamente utilizados en investigación y educación. Gracias al trabajo
constante de su comunidad, la versión actual, ns-3, captura muy bien el funcio-
namiento de las redes IEEE 802.11 y ofrece una gran cantidad de funcionalidades
que se pueden incluir en las simulaciones.

Komondor [40] es un simulador de redes inalámbricas de código abierto conce-
bido para contribuir a la investigación de este tema y, por ello, implementa aquellas
funcionalidades que no están implementadas en los simuladores tradicionales, co-
mo la asignación dinámica de canales o la reutilización del espacio. En particular,
uno de los principales objetivos de esta herramienta es simular el comportamiento
de las redes 802.11ax, considerando el avance del estándar al 2019.
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Tabla 2.3: Parámetros de configuración utilizados para la evaluación de desempeño de IEEE
802.11ax en base a simulaciones y a pruebas con equipos comerciales.

802.11ax legacy
Potencia tx de AP [dBm] 20 20
Potencia tx de STAs [dBm] 22 22
Frecuencia [GHz] 5 5
Ancho de canal [MHz] 40 40
GI [µs] 3.2 0.8
SS 1 1
MCS 7 7
Sentido DL, UL+DL DL, UL+DL
Protocolo de transporte TCP TCP
Tamaño de carga útil [bytes] 1460 1460
Modelo de tráfico saturado saturado

Resultados Obtenidos. Se realizaron exhaustivas simulaciones con ns-3 para cons-
truir la curva de evolución del throughput a medida que aumenta el número de
clientes en la celda (de 1 a 51), utilizando las distribuciones presentadas en la Fi-
gura 2.7 y los parámetros de configuración definidos en la Tabla 2.3. La Figura 2.8
compara estas curvas para 802.11ax, 802.11ac y 802.11n, utilizando transmisiones
DL y UL+DL. Se puede afirmar que 802.11ax no destaca sobre las dos versiones
anteriores del estándar, probablemente debido a la no implementación de transmi-
siones simultáneas con OFDMA en la versión 31 de este simulador (versión actual
al momento de realizar las pruebas) [41], lo que permitiŕıa un uso más eficiente del
canal.

Además, el gráfico de la Figura 2.9 tiene como objetivo comparar el throughput
para 802.11ax en transmisiones UDP DL estimado por ns-3 y por Komondor, ya
que las transmisiones TCP y UL no están implementadas en este último. Como
se puede observar en el gráfico, con ns-3 se produce una ligera disminución del
throughput para los escenarios con mayor número de clientes, algo que no ocurre
con Komondor, aunque en este último todos los valores registrados son ligeramente
inferiores. La validez de estos resultados fue confirmada por los desarrolladores de
Komondor, quienes indicaron además que las diferencias encontradas se deben a
diferencias significativas en el modelado de la capa f́ısica de los dos simuladores3.

De las exhaustivas pruebas llevadas a cabo tanto con ns-3 como con Komondor
se puede concluir que, al menos en las versiones disponibles en ese momento, existe
una inmadurez en la implementación del nuevo estándar, siendo limitados en las
funcionalidades ofrecidas. En las versiones de los dos simuladores de red probados
no se logró representar fielmente el mecanismo de acceso al medio propuesto en
802.11ax, lo que compromete los resultados obtenidos. Por este motivo, para poder
trabajar en la optimización este mecanismo en redes mixtas (como se hará en el

3https://github.com/wn-upf/Komondor/issues/155
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Figura 2.8: Desempeño de IEEE 802.11ax en base a simulaciones. Evolución de throughput
para env́ıos TCP DL y UL+DL, utilizando 802.11n, ac y ax. Gráfico construido con ns-3. Se
observa que 802.11ax no destaca sobre las demás versiones probadas.

Caṕıtulo 5), será necesario implementar los env́ıos MU que permite OFDMA a
partir de una abstracción utilizando las funcionalidades que śı están disponibles
en los simuladores (e.g. fragmentación y agregación de paquetes).

Pruebas con Equipos Comerciales

En paralelo al trabajo de la IEEE, a medida que el estándar se terminaba de
definir con las sucesivas revisiones aprobadas, los fabricantes también iniciaban
el proceso de fabricación de nuevos chipsets. Esto llevó a que la Wi-Fi Alliance
también comenzara a trabajar en los procesos de certificación, que normalmente
corresponden a un subconjunto de las funciones incluidas en el estándar. El pro-
ceso de certificación correspondiente, denominado Wi-Fi 6 [42] (análogo a Wi-Fi
5 para 802.11ac, nombrado retrospectivamente), estuvo disponible incluso antes
de la aprobación final del estándar; en consecuencia, fue posible adquirir equipos
compatibles con Wi-Fi 6, y aśı se pudo realizar un estudio de desempeño mucho
más rico.

Equipamiento Utilizado. Se utilizaron tres modelos de AP para realizar las prue-
bas, Cisco Catalyst 9115-AXE [43] con antena omnidireccional externa [44], Cisco
Meraki MR46 [45] y Aruba 515 [46]. En cuanto a los clientes, se utilizaron laptops
Sirio [47] dual-boot (Windows/Ubuntu) entregadas por Ceibal con tarjetas de red
802.11ac Intel 9461NGW [48] y 802.11ax Intel AX200 [49], ambas MIMO 1×1 (o
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Figura 2.9: Desempeño de IEEE 802.11ax en base a simulaciones. Evolución de throughput
para env́ıos UDP DL, utilizando 802.11ax. Gráfico construido con ns-3 y Komondor. Se observa
que con ns-3 se produce una ligera disminución del throughput conforme se incrementan los
clientes en la red, algo que no ocurre con Komondor.

Figura 2.10: Diagrama de maqueta de red montada para la evaluación de desempeño de IEEE
802.11ax en base a pruebas con equipos comerciales.

sea, con una sola antena). También se consideró una laptop Lenovo Thinkpad con
Windows y la misma tarjeta de red 802.11ax en modo MIMO 2×2. Además, se uti-
lizó una plataforma de pruebas 802.11n basada en Ubuntu con 32 interfaces de red
MIMO 2×2 Intel N-7260 [50], denominada Emulador Wi-Fi [51]. Esta plataforma
fue construida en Ceibal para reducir la brecha entre las simulaciones y el mundo
real, con el fin de llevar a cabo trabajos de investigación en escenarios t́ıpicos de
alta densidad.

Para generar tráfico se utilizó la herramienta iPerf [52] y una computadora
adicional con una interfaz de red Gigabit Ethernet. El esquema de la Figura 2.10
muestra la maqueta de red configurada para las pruebas.
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Resultados Obtenidos. El estudio se dividió en dos grandes etapas. En la primera
etapa, denominada pruebas básicas, se realizaron pruebas con celdas de 1 AP y
hasta 2 clientes y se evaluaron todas las laptops y todos los APs. En la segunda
etapa, denominada pruebas masivas, se probaron laptops Sirio con tarjeta Wi-Fi 6,
el Emulador Wi-Fi y los APs Cisco Catalyst 9115-AX y Aruba 515. En esta etapa,
se varió la cantidad de clientes 802.11ax de 1 a 24 para evaluar el desempeño del
nuevo estándar por śı solo, comparándolo con los resultados de los clientes 802.11n.
Luego, se estudió el desempeño de redes mixtas, variando la relación entre clientes
802.11ax y 802.11n.

Pruebas Básicas. Para las pruebas básicas se tomaron en cuenta los escena-
rios definidos al comienzo de esta subsección, excepto que en este caso se emplearon
canales de 80 MHz, GI de 0,8µs para 802.11ax (ya que los APs no permit́ıan esta-
blecer valores mayores) y de 0,4µs para 802.11ac, y MCS elegidos dinámicamente.
En primera instancia, se probaron individualmente las laptops Sirio con Wi-Fi 5
y Wi-Fi 6 en Windows y Ubuntu y la laptop Lenovo. Posteriormente, se probaron
combinaciones de dos laptops formadas por Lenovo y Sirio en sus diferentes sabo-
res (tarjeta Wi-Fi y sistema operativo). Se realizaron transmisiones DL y UL+DL
utilizando todos los APs.

De la tabla de MCS en [26] se puede deducir que la tasa de bits más alta a la que
se pueden conectar las laptops es de 433,3 Mbps en 802.11ac (canal de 80 MHz,
256-QAM, codificación 5/6 y GI de 0,4µs) y, utilizando la misma modulación,
en 802.11ax es de 480,4 Mbps. Se verificó que las laptops utilizaban un valor de
hasta 433,3 Mbps, tanto para Wi-Fi 5 como para Wi-Fi 6. En base a esto, los
resultados observados son razonables, con eficiencias (definidas como la relación
entre el rendimiento de TCP y la tasa de bits de capa f́ısica) siempre por encima
de 0,4 y alcanzando valores que superan 0,7 en algunos casos. También vale la
pena mencionar que para la laptop Lenovo, que tiene una tarjeta MIMO 2×2, los
valores registrados no parecen indicar que esté trabajando con 2 SS.

Con clientes Ubuntu, Wi-Fi 6 tuvo un desempeño promedio de un 15 % mejor
que Wi-Fi 5 en todas las pruebas DL y de un 20 % mejor en todas las pruebas
UL+DL. Para los clientes Windows, los resultados fueron más divididos, siendo
mejores en algunos casos los de Wi-Fi 6 (e.g. Cisco Meraki) y en otros los de Wi-Fi 5
(e.g. Cisco Catalyst). En las pruebas UL+DL se evidenció un fuerte desequilibrio
entre UL y DL, siendo en Windows hasta 5 y 10 veces más altas las medidas
en UL. También se observó que la laptop Sirio con Ubuntu obtuvo un tráfico
significativamente mayor que la Lenovo con Windows.

Pruebas Masivas. Por otro lado, para las pruebas masivas se consideraron
los escenarios utilizados para las pruebas básicas, con la excepción de que ahora
se trabajó con canales de 40 MHz, como en las simulaciones. En primer lugar, se
utilizaron hasta 24 laptops Sirio con tarjeta Wi-Fi 6 y los APs Cisco Catalyst y
Aruba para evaluar el rendimiento de 802.11ax con tráfico DL y UL+DL en Ubuntu
y Windows. La Figura 2.11 muestra el despliegue realizado para 12 clientes Wi-Fi
6, a modo de ejemplo. Para tener una ĺınea de base para comparar, también se
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Figura 2.11: Despliegue para 12 clientes Wi-Fi 6 realizado para la evaluación de desempeño de
IEEE 802.11ax en base a pruebas con equipos comerciales.

utilizaron hasta 24 interfaces del Emulador Wi-Fi (con Ubuntu) y el AP Cisco
Catalyst para evaluar el rendimiento de 802.11n.

Las Figuras 2.12 y 2.13 presentan el desempeño logrado a medida que aumenta
el número de clientes para las diferentes configuraciones probadas y env́ıos DL y
UL+DL, respectivamente. Cabe mencionar que con los clientes Ubuntu y el AP
Aruba las conexiones eran inestables y los dispositivos después de cierto tiempo se
desasociaban, por lo que para este AP solo se presenta el desempeño con clientes
Windows.

Con el AP Cisco Catalyst en 802.11ax, se observa una cáıda muy pronunciada
del throughput DL conforme se aumenta el número de clientes, algo que no se vio
en las simulaciones (ver Figura 2.8) y que tampoco ocurre con el mismo AP en
802.11n. La cáıda en la capacidad total de la celda fue significativamente menor
en el caso UL+DL, respecto del caso DL. Con el AP Aruba, si bien se observa una
cáıda, ésta es mucho menor, siendo significativa después de que la celda tiene 12
clientes. Con este AP se registraron valores de desempeño superiores a 200 Mbps,
aproximadamente 100 Mbps más que con Cisco Catalyst, lo que indica que con
Aruba se utilizó una modulación 1024-QAM, según la tabla de MCS de [26]. Tanto
este hecho como la mayor escalabilidad a medida que aumenta el número de clientes
muestran una mejor implementación del acceso al medio del nuevo estándar en este
AP, frente a la del AP Cisco Catalyst; sin embargo, con los clientes Ubuntu, se
experimentaron problemas de conexión.

En cuanto a la evaluación de desempeño de las redes mixtas, se utilizó el AP
Cisco Catalyst, con diferentes proporciones de laptops Sirio con tarjeta Wi-Fi 6
en Ubuntu y de interfaces 802.11n del Emulador Wi-Fi. Nuevamente, las pruebas
se realizaron con tráfico DL y UL+DL. La Figura 2.14 muestra los resultados
obtenidos en estas pruebas, mientras que en la Figura 2.15 se vuelven a presentar
los resultados registrados en la prueba de referencia con el mismo AP y solo las
interfaces del Emulador Wi-Fi como clientes, detallando ahora la proporción de
tráfico UL y DL para la prueba UL+DL. Tanto para el caso DL como para el
de UL+DL, se puede afirmar que no se obtiene un mayor desempeño agregado

24



2.3. Desempeño de IEEE 802.11

0 6 12 18 24
# clientes

0

50

100

150

200

250

Th
ro

ug
hp

ut
 c

on
 T

CP
 D

L 
[M

bp
s]

802.11ax Aruba W
802.11ax Cisco W
802.11ax Cisco U
802.11n Cisco U

Figura 2.12: Desempeño de IEEE 802.11ax en base a pruebas con equipos comerciales. Evo-
lución de throughput para env́ıos TCP DL, utilizando 802.11n y ax. Se emplearon los APs
Aruba [46] y Cisco Catalyst [43], y clientes con Windows (W) y Ubuntu (U). En 802.11ax, se
observa una cáıda del throughput conforme se incrementan los clientes en la red para ambos
APs. Por otro lado, los resultados logrados con el AP Aruba son sensiblemente mejores.

cuando se utilizan clientes 802.11ax, en comparación con los clientes 802.11n. En
el caso de UL+DL, la capacidad total de la celda se mantiene más estable y se
observa un cambio significativo en la relación UL/DL, algo que ya se hab́ıa notado
en las pruebas básicas y que no ocurre con 802.11n (donde predomina el tráfico
DL sobre el UL). Cuanto mayor es la proporción de clientes 802.11ax, mayor es la
proporción de tráfico UL sobre el DL, lo que parece ser debido a la implementación
del proceso encargado de la asignación de recursos (scheduler de RUs).

Las pruebas exhaustivas realizadas con equipos comerciales revelan una inma-
durez en las implementaciones de 802.11ax por el momento. Por un lado, se detectó
el problema con los clientes Ubuntu y el AP Aruba, donde luego de algunos clientes
en la celda las conexiones se volv́ıan inestables y los mismos se desasociaban. Por
otro lado, los resultados con el AP Cisco Catalyst no fueron satisfactorios, siendo
peores que los registrados con 802.11n. Si bien en las pruebas básicas se hab́ıan vis-
to mejoras en el rendimiento de Wi-Fi 6 sobre Wi-Fi 5 en algunos casos, a medida
que la red comienza a escalar, el rendimiento cae significativamente. No obstante,
es de esperar que estos problemas se resuelvan a medida que la tecnoloǵıa madu-
re. Se estima que este proceso puede tomar algunos años mientras los fabricantes
liberan sucesivas actualizaciones de hardware y software de red, y algún tiempo
más mientras los usuarios finales recambian sus dispositivos terminales. Más allá
de que esto con el paso del tiempo se corrija, los desaf́ıos respecto de un reparto
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Figura 2.13: Desempeño de IEEE 802.11ax en base a pruebas con equipos comerciales. Evolu-
ción de throughput para env́ıos TCP UL+DL, utilizando 802.11n y ax. Se emplearon los APs
Aruba [46] y Cisco Catalyst [43], y clientes con Windows (W) y Ubuntu (U). En 802.11ax, se
observa una cáıda del throughput conforme se incrementan los clientes en la red para ambos
APs. Por otro lado, los resultados logrados con el AP Aruba son sensiblemente mejores.

de recursos óptimo y justo entre dispositivos de distintas versiones del estándar
persisten.

En este caṕıtulo se presentó el estándar IEEE 802.11, su evolución a lo largo
del tiempo y, en particular, los objetivos y nuevas funcionalidades de la última
enmienda aprobada, la IEEE 802.11ax. Además, se introdujo el mecanismo de ac-
ceso al medio tradicional (utilizado en todas las versiones del estándar) y el nuevo
mecanismo propuesto en 802.11ax, el cual funciona por encima del primero para
asegurar la retrocompatibilidad. Se plantearon los desaf́ıos existentes en torno al
mecanismo tradicional (conseguir una operación óptima en escenarios de alta den-
sidad), aśı como también los desaf́ıos adicionales que surgen a ráız de la aprobación
de la nueva enmienda y de la inminente etapa de transición en la que las redes
tengan dispositivos 802.11ax y legacy en coexistencia (garantizar un reparto justo
de recursos entre dispositivos de estos dos tipos). Todos estos desaf́ıos serán abor-
dados en caṕıtulos posteriores, mediante la presentación de un método basado en
DRL para la optimización del control de acceso en redes IEEE 802.11. Finalmente,
se discutió el desempeño del estándar. Por un lado, se presentó el modelo teórico
clásico para analizar el desempeño de redes de dispositivos legacy, el cual es clave
para comprender las bases del problema a modelar en DRL y cuyos resultados son
de suma utilidad para evaluar el desempeño del algoritmo construido. Por otro
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Figura 2.14: Desempeño de IEEE 802.11ax en base a pruebas con equipos comerciales. Evo-
lución de throughput y relación UL/DL para env́ıos TCP DL y UL+DL, en redes mixtas (con
clientes 802.11ax y n en coexistencia). Se empleó el AP Cisco Catalyst [43] y clientes con
Ubuntu. En DL, se observa una cáıda pronunciada del throughput conforme se incrementa
la proporción de clientes 802.11ax en la red. En UL+DL la capacidad total de la celda se
mantiene más estable y se aprecia que a mayor proporción de clientes 802.11ax, mayor es la
proporción de tráfico UL sobre el DL.

lado, se exhibieron los resultados de una evaluación de desempeño propia, reali-
zada en base a simulaciones y a pruebas con equipos comerciales, sobre la nueva
versión del estándar y la coexistencia con dispositivos de versiones anteriores. Di-
cha evaluación reveló una inmadurez en las implementaciones de 802.11ax por el
momento, tanto a nivel de simuladores de red como de equipos comerciales; sin
embargo, es de esperar que esta situación se corrija con las sucesivas actualiza-
ciones de los simuladores y del software y hardware de equipamiento de red y de
dispositivos terminales.
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Figura 2.15: Desempeño de IEEE 802.11ax en base a pruebas con equipos comerciales. Evo-
lución de throughput y relación UL/DL para env́ıos TCP DL y UL+DL, utilizando 802.11n.
Se empleó el AP Cisco Catalyst [43] y clientes con Ubuntu. Se observa una cáıda del through-
put en el escenario con 24 STAs, la cual es más pronunciada en UL+DL. En todos los casos
predomina el tráfico DL sobre el UL.
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Caṕıtulo 3

Aprendizaje Profundo por Refuerzo

En este caṕıtulo se presentan los conceptos generales de la inteligencia artificial
(AI), el aprendizaje automático (ML), el aprendizaje profundo (DL), el aprendiza-
je por refuerzo (RL) y el aprendizaje profundo por refuerzo (DRL), todos tópicos
muy populares y vinculados. El esquema de la Figura 3.1 podrá ser de ayuda para
que el lector comprenda de un vistazo la relación que estos conceptos guardan
entre śı. Como se mencionó, existe una tendencia cada vez más creciente en di-
versas áreas de la industria, y en particular en las telecomunicaciones, respecto
de la aplicación de técnicas de ML a la resolución de problemáticas y optimiza-
ción de procesos y recursos. Dado este contexto, el objetivo principal del presente
trabajo es estudiar el potencial de la utilización de DRL para la optimización del
mecanismo de control de acceso al medio en redes IEEE 802.11. Para esto, es de
suma relevancia profundizar en la teoŕıa detrás de estas técnicas y comprender los
fundamentos de sus algoritmos más importantes.

3.1. Inteligencia Artificial y Aprendizaje Automático
La inteligencia artificial (AI) [54,55] es una disciplina que estudia el análisis y

la śıntesis de agentes computacionales que actúan de manera inteligente. Un agente
computacional es una entidad que realiza acciones en un entorno, cuyas decisiones
sobre dichas acciones pueden descomponerse en operaciones primitivas e imple-
mentarse en un dispositivo f́ısico. Se dice que un agente actúa inteligentemente
cuando toma elecciones apropiadas en base a su experiencia, circunstancias y ob-
jetivos, teniendo en cuenta las consecuencias a corto y largo plazo de sus acciones,
y adaptándose a entornos y metas cambiantes.

El objetivo central de la AI, desde el punto de vista de la ciencia, es com-
prender los principios que hacen posible el comportamiento inteligente en sistemas
naturales o artificiales. Esto se hace a través del análisis de agentes naturales y
artificiales, de la formulación y prueba de hipótesis sobre lo que se necesita para
construir agentes inteligentes, y del diseño, construcción y experimentación con sis-
temas computacionales que realizan tareas comúnmente vistas como que requieren
inteligencia. Ejemplos de estas tareas son la traducción de un texto, el reconoci-
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Figura 3.1: Relación entre AI, ML, DL, RL y DRL (adaptada de [53]).

miento de una persona a partir de datos biométricos y el desarrollo de actividades
de manera autónoma (veh́ıculos sin conductor y robots o programas que juegan a
videojuegos). Por su parte, el objetivo central de la AI, desde el punto de vista de la
ingenieŕıa, es el diseño y la śıntesis de soluciones de hardware y/o de software, que
sean inteligentes y que tengan aplicación en diversas áreas de la industria, como la
medicina, las finanzas, las ventas minoristas, el turismo y las telecomunicaciones.

Una de las principales ramas de la AI es el aprendizaje automático (ML) [56,57],
la cual se enfoca en el desarrollo y la utilización de sistemas computacionales que
pueden aprender y adaptarse sin seguir instrucciones expĺıcitas, mediante el uso de
algoritmos y modelos estad́ısticos para analizar y extraer inferencias de patrones en
los datos. En las últimas dos décadas se ha convertido en una herramienta común
en casi cualquier tarea que requiera la extracción de información de grandes con-
juntos de datos, como ser los motores de búsqueda en ĺınea, los software antispam,
las transacciones con tarjetas de crédito protegidas contra fraudes, las cámaras
digitales con detección de rostros, las aplicaciones que permiten controlar dispo-
sitivos a través de la voz, entre muchas otras. Una caracteŕıstica común de todas
estas aplicaciones es que, a diferencia de las aplicaciones informáticas convencio-
nales, debido a la complejidad de los patrones que deben detectarse, no cuentan
con una especificación detallada de cómo ejecutar sus tareas. En cambio, emplean
algoritmos de ML, los cuales tienen la capacidad de aprender de un conjunto de
entradas disponibles (los datos de entrenamiento, que representan la experiencia)
y de generar una salida (una o un conjunto de acciones o tareas).

Dichos algoritmos se pueden clasificar en términos generales como no supervi-
sados o supervisados, según el tipo de experiencia que se les permite tener durante
el proceso de aprendizaje. Por un lado, los primeros trabajan con un conjunto de
datos que contiene, t́ıpicamente, muchas caracteŕısticas y aprenden propiedades
útiles de la estructura de este conjunto de datos. Ejemplos de aplicación de este
tipo de algoritmos son la detección de fraude, la detección de software malicioso
y la identificación de errores humanos durante la entrada de datos. Por otro lado,
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los algoritmos de aprendizaje supervisado emplean un conjunto de datos que con-
tiene caracteŕısticas, pero cada ejemplo también está asociado con una etiqueta u
objetivo. Luego, la experiencia adquirida durante el entrenamiento se utiliza para
predecir esta información faltante en los datos de prueba. Esta clase de algoritmos
suele utilizarse en la categorización de textos e imágenes, la detección de rostros,
el reconocimiento de firma, la detección de correo no deseado, entre otros. Por
último, existen algoritmos de ML que no solo trabajan con un conjunto de datos
fijos, si no que interactúan sistemáticamente con su entorno, dando lugar a ciclos
de retroalimentación entre el agente y sus experiencias. Estos son los algoritmos
de aprendizaje por refuerzo, los cuales se aplican, por lo general, en los juegos, la
administración de recursos, los sistemas de recomendaciones personalizadas y la
robótica.

3.2. Aprendizaje Profundo
El aprendizaje profundo (DL) [57,58] es un subconjunto de algoritmos de ML

que emplean muchas capas de procesamiento de información no lineal para la
extracción y transformación de caracteŕısticas, y para el análisis y la clasificación
de patrones. La cantidad de capas utilizadas da la profundidad del modelo de DL,
de alĺı el nombre de “aprendizaje profundo”. Basa su funcionamiento en redes
neuronales artificiales, las cuales son modelos simplificados que están inspirados
en la manera en que el cerebro humano procesa la información. Están formadas
por un número elevado de unidades de procesamiento básicas (nodos o neuronas)
interconectadas, las cuales, por lo general, se organizan en capas. Normalmente,
se trata de al menos tres capas: una de entrada, con unidades que representan los
parámetros de entrada; una o varias ocultas; y una de salida, con unidades que
representan los parámetros de salida. La Figura 3.2 presenta una estructura t́ıpica
de red neuronal. Es importante aclarar que DL puede aplicarse en aprendizaje
supervisado, no supervisado y por refuerzo.

A la salida de cada una de las neuronas existe una función que puede modificar
o no el resultado antes de ser entregado a la siguiente. Esta función se conoce
como función de activación y puede ser lineal (función identidad: y = x) o no
lineal, aunque suelen utilizarse con mayor frecuencia las de este último tipo, ya
que habilitan a resolver problemas más complejos. Las funciones de activación no
lineales más populares son las que se muestran en la Figura 3.3. Por su parte, las
interconexiones entre los nodos tienen distintos pesos o ponderaciones, los cuales
se eligen de forma aleatoria al principio y, con cada predicción realizada en la fase
de entrenamiento, se van ajustando hasta alcanzar uno o varios criterios de parada.

Con respecto a su arquitectura, las redes neuronales prealimentadas (feed-
forward) son las más simples. En ellas la información fluye desde la capa de entrada,
a través de los cálculos intermedios (las capas ocultas), hacia la capa de salida. No
hay conexiones “en el otro sentido”, a través de las cuales las salidas se utilicen
para retroalimentar el modelo. Según el Teorema de Aproximación Universal [61],
una red de este estilo con una sola capa oculta es suficiente para representar cual-
quier función; sin embargo, su implementación puede no ser viable debido a que
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Figura 3.2: Estructura de una red neuronal artificial simple (adaptada de [59]).

Figura 3.3: Funciones de activación no lineales popularmente utilizadas (extráıda de [60]).

la cantidad de neuronas no está acotada (y puede ser inmensamente grande). Es
por esto que, en lugar de incrementar el número de neuronas de una sola capa
oculta, se suelen incorporar varias capas con un número de neuronas limitado,
interconectadas de acuerdo a determinados criterios.

Existen dos tipos de capas utilizados en la mayoŕıa de las redes neuronales,
las totalmente conectadas (FC) y las convolucionales (CNN), las cuales difieren en
la forma en que se interconectan las mismas. Por un lado, en las del primer tipo
se conecta cada neurona de la capa siguiente con todas las neuronas de la capa
anterior, lo que implica tener que calcular una gran cantidad de ponderaciones y
puede conducir a problemas de sobreajuste. Sin embargo, son muy buenas para
reconocer patrones globales, por lo que, suelen utilizarse como salida de las redes
neuronales, para envolver todos los patrones encontrados con las capas anteriores.
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Además, el tamaño relativamente pequeño de las capas finales hace que el hecho
de tener que calcular los pesos de todas las conexiones no sea un problema. Por
otro lado, en las del segundo tipo se conecta cada neurona de la capa siguiente con
algunas neuronas de la capa anterior (de acuerdo a la estructura del espacio del
problema), aśı, la cantidad de pesos a aprender será sensiblemente menor que en
una capa FC. Las capas CNN son utilizadas para reconocer patrones recurrentes en
diferentes capas de entrada, como ser la coincidencia de letras en el procesamiento
de texto o de esquinas en el reconocimiento de imágenes.

Como se vio, en las redes prealimentadas la información fluye desde la capa
de entrada hacia la capa de salida. Esto implica que la respuesta en un instante
dado es independiente de los datos que ha evaluado anteriormente, o sea, son
redes sin memoria. En contraposición, las redes recurrentes (RNN) hacen uso de
información secuencial, por lo que, son ideales para procesar datos en los que
existe dependencia con los datos pasados (e.g. análisis de textos, audio o video).
De todas maneras, las RNN básicas sufren dos problemas conocidos como memoria
de corto plazo y desvanecimiento o explosión de gradientes. El primero refiere a la
limitante de poder almacenar solo un número finito de estados previos; mientras
que el segundo ocurre cuando, a medida que se actualizan los pesos de la red,
los valores del gradiente se reducen tanto que no llegan a contribuir en los pesos
de las capas iniciales, o, por el contrario, se incrementan tanto que provocan que
el descenso de gradiente1 diverja. Estas dificultades son resueltas por las redes de
gran memoria de corto plazo (LSTM), una extensión de RNN que permite escribir,
leer y olvidar información de manera selectiva mediante el uso de compuertas de
entrada, de salida y de olvido, respectivamente.

3.3. Aprendizaje por Refuerzo
El aprendizaje por refuerzo (RL) [11,63] es un enfoque computacional, dentro

de ML, que busca comprender y automatizar el aprendizaje basado en objetivos
y la toma de decisiones. Consiste en un agente que aprende a partir de la inter-
acción directa con su entorno, sin requerir supervisión o modelos completos del
mismo. Dicha interacción se define en términos de estados, acciones y recompen-
sas. Además del agente y el entorno, se identifican tres elementos principales de un
sistema de RL: una poĺıtica, una recompensa y una función de valor. Una poĺıtica
define la forma en que debe comportarse el agente en un momento dado; es decir,
es el mapeo entre los estados percibidos del entorno a las acciones que se deben
tomar cuando se está en esos estados. Una recompensa establece cuáles son los
eventos buenos y malos para el agente, en un sentido inmediato. Por su parte,
una función de valor especifica lo que es bueno o malo a largo plazo. En términos
generales, el valor de un estado es la cantidad total de recompensa que el agente
puede esperar acumular en el futuro, a partir de ese estado; denota el rendimiento
esperado.

1El descenso de gradiente es un algoritmo que estima numéricamente dónde una función
genera sus valores más bajos, es decir que encuentra sus mı́nimos locales [62].
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Figura 3.4: Diagrama de interacción entre agente y entorno de RL (adaptada de [64]).

El funcionamiento básico de un sistema de RL es el que se describe a continua-
ción. Un agente observa un estado st de su entorno en el instante de tiempo t e
interactúa con él tomando una acción at. Luego, ambos pasan a un nuevo estado,
st+1, según el estado actual y la acción elegida. El estado es una estad́ıstica sufi-
ciente del entorno y, por lo tanto, comprende toda la información necesaria para
que el agente tome la mejor acción. La mejor secuencia de acciones está determi-
nada por las recompensas proporcionadas por el entorno. Cada vez que el entorno
pasa a un nuevo estado, también proporciona una recompensa rt+1 al agente como
retroalimentación. La Figura 3.4 representa la interacción comentada. El objeti-
vo del agente es aprender una poĺıtica π que maximice la recompensa acumulada
esperada (el rendimiento esperado); cualquier poĺıtica que cumpla esto será una
poĺıtica óptima (π∗).

Uno de los desaf́ıos que surge en RL es el equilibrio entre exploración y explo-
tación. Para obtener una gran cantidad de recompensas, un agente debe preferir
acciones que ha probado en el pasado y que ha encontrado efectivas para producir
recompensas. Sin embargo, para descubrir tales acciones, tiene que probar accio-
nes que no ha seleccionado antes. El agente tiene que explotar lo que ya sabe para
obtener una recompensa, pero también tiene que explorar para hacer mejores se-
lecciones de acción en el futuro. El dilema es que ni la exploración ni la explotación
pueden perseguirse exclusivamente sin fallar en la tarea, el agente debe probar una
variedad de acciones y favorecer progresivamente las que parecen ser las mejores.

3.3.1. Algoritmos
Los algoritmos de RL pueden clasificarse en basados en funciones de valor o

en búsqueda de poĺıticas. Los primeros estiman el valor (rendimiento esperado)
de estar en un estado dado; mientras que los segundos no necesitan mantener un
modelo de función de valor, en cambio, buscan directamente una poĺıtica óptima.
También existe un enfoque h́ıbrido actor-cŕıtico que emplea ambos conceptos. A
continuación se presentan algunos de los algoritmos básicos más importantes.

Q-Learning [65]

Este algoritmo pertenece al primer grupo y se basa en valores Q de los pares
(estado, acción), los cuales contienen la suma de todas las posibles recompensas.

34



3.3. Aprendizaje por Refuerzo

En principio, esta suma podŕıa ser infinita en caso que no haya un estado final
que alcanzar; además, es posible que no se le quiera dar la misma importancia a
las recompensas inmediatas que a las recompensas futuras. Para esto se utiliza el
factor de descuento γ que toma valores en el intervalo [0, 1] y permite regular el
peso de las recompensas futuras.

Si el agente conociera los valores Q de todos los posibles pares (estado, acción),
podŕıa utilizarlos para seleccionar la acción adecuada en cada estado. Puesto que
el agente no cuenta con esta información, deberá aproximar lo mejor posible esta
asignación de valores Q. Como estos valores dependen tanto de recompensas in-
mediatas como de futuras, se debe establecer un método que sea capaz de calcular
el valor final a partir de los valores inmediatos. Para ello se define la siguiente
expresión, conocida como ecuación de Bellman o función de acción-valor:

Q∗(st, at) = E[r(st, at) + γmaxat+1Q
∗(st+1, at+1)]. (3.1)

La misma indica que el valor de Q óptimo para un par (estado, acción) es la
suma de la recompensa recibida cuando se aplica la acción y del mejor valor Q
descontado (multiplicado por γ) que se puede conseguir desde el estado alcanzado
al aplicar esa acción.

Para aproximar este cálculo, al principio del aprendizaje los valores Q se es-
tablecen en un valor fijo aleatorio, a continuación el agente va tomando pares de
(estado, acción) y anota cuánta recompensa recibe en ellos, entonces, actualiza el
valor almacenado del valor Q de cada par considerando como ciertas las anotacio-
nes tomadas de los otros pares (algunas de las cuales habrán sido aproximadas en
pasos anteriores). En resumen, la idea es utilizar la ecuación de Bellman como una
actualización iterativa; puede verse que esto converge a la función Q óptima [66].

Vanilla Policy Gradient (VPG) [67]

Este algoritmo es de búsqueda de poĺıticas. Su funcionamiento consiste en
aumentar las probabilidades de las acciones que conducen a un mayor rendimiento
y, por el contrario, reducir las probabilidades de las acciones que conducen a uno
menor, hasta alcanzar una poĺıtica óptima. Sea πθ una poĺıtica con parámetros θ
y J(πθ) el rendimiento esperado de horizonte finito y sin descontar2 de la poĺıtica,
el gradiente de J(πθ) se puede escribir como:

∇θJ(πθ) = E

[
T∑
t=0

∇θ log πθ(at|st)Aπθ(st, at)

]
, (3.2)

donde Aπθ es la función de ventaja de la poĺıtica actual. Dicha función se utiliza
para comparar distintas acciones y se calcula como la resta entre la función de

2El rendimiento esperado de horizonte finito y sin descontar es la suma de la recompensa
desde el estado actual hasta el estado objetivo que tiene un intervalo de tiempo fijo o un
número finito de intervalos de tiempo [68].
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acción-valor y la función de valor. El algoritmo VPG funciona entonces actuali-
zando los parámetros de la poĺıtica a través de un método de ascenso de gradiente3

estocástico, tal como se muestra en la siguiente expresión:

θk+1 = θk + α∇θJ(πθk). (3.3)

Vanilla Actor-Critic (VAC) [70]

El algoritmo Vanilla Actor-Critic es un método Temporal-Difference (TD)4 que
tiene una estructura de memoria separada para representar la poĺıtica y la función
de valor de forma independiente. La estructura de poĺıtica se conoce como actor,
porque se utiliza para seleccionar las acciones, y la función de valor estimada se
conoce como cŕıtico, porque indica qué tan buenas son las acciones realizadas por
el actor.

Después de seleccionar una acción at en el estado st, el cŕıtico evalúa el nuevo
estado para determinar si las cosas han ido mejor o peor de lo esperado. A dicha
evaluación se la conoce como error de TD y se expresa de esta manera:

δt = rt+1 + γV (st+1)− V (st), (3.4)

donde rt+1 es la recompensa recibida al cambiar al estado st+1, V es la función de
valor implementada por el cŕıtico y γ el factor de descuento. Este error de TD es
la única salida del cŕıtico e impulsa todo el aprendizaje tanto en el actor como en
el cŕıtico, como se representa en el esquema de la Figura 3.5. Si el error es positivo,
sugiere que la tendencia a seleccionar at debeŕıa fortalecerse en el futuro, mientras
que si es negativo, sugiere que la tendencia debeŕıa debilitarse. Esta información es
utilizada para actualizar la poĺıtica implementada por el actor, usando un enfoque
tipo Policy Gradient.

Si bien la aplicación de estos algoritmos tuvo algunos casos de éxito en el pasa-
do [72–75], enfoques anteriores carećıan de escalabilidad y estaban inherentemente
limitados a problemas de dimensiones relativamente bajas. Estas limitaciones exis-
ten debido a su complejidad computacional, de memoria y de muestreo, tal como
ocurre con otros algoritmos de ML. No obstante, el auge de DL, basado en el uso de
redes neuronales artificiales con gran capacidad de representación y aproximación
de funciones, ha proporcionado nuevas herramientas para extender la aplicación
de RL a problemas más complejos. La combinación de técnicas de DL y RL dan
lugar al campo de ML conocido como aprendizaje profundo por refuerzo (DRL),
el cual será abordado con mayor detalle en la siguiente sección.

3Análogamente al algoritmo de descenso de gradiente, el ascenso de gradiente estima
numéricamente dónde una función genera sus valores más altos, es decir que encuentra sus
máximos locales [69].

4El aprendizaje TD es una técnica no supervisada en la que el agente aprende a predecir
el valor esperado de una variable que ocurre al final de una secuencia de estados. Luego,
RL ampĺıa esta técnica al permitir que los valores de estado aprendidos gúıen las acciones
que posteriormente cambian el estado del entorno [71].
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Figura 3.5: Diagrama de interacción entre actor, cŕıtico y entorno en el algoritmo Vanilla
Actor-Critic (adaptada de [63]).

3.4. Aprendizaje Profundo por Refuerzo
Como se indicó, el aprendizaje profundo por refuerzo (DRL) [11,76] es un cam-

po de ML que combina técnicas de RL y DL. RL se trata de aprender a partir de
la retroalimentación, por ensayo y error; mientras que, DL se trata de aproximar
funciones en problemas de alta dimensión. Aśı, el objetivo de DRL es aprender
acciones óptimas que maximicen una recompensa para todos los estados en los
que puede estar el entorno, el cual es, por lo general, complejo y de alta dimen-
sión. Para ello, interactúa con este último, probando acciones y aprendiendo de
la retroalimentación. Los algoritmos de DRL pueden tomar entradas muy grandes
(e.g. los ṕıxeles de sucesivas pantallas de un videojuego) y decidir qué acciones
realizar para optimizar un objetivo (e.g. maximizar la puntuación del juego).

3.4.1. Algoritmos
En general, los algoritmos de DRL basan su funcionamiento en algoritmos de

RL, los cuales se potencian con la utilización de una o más redes neuronales. A
continuación se presentan dos de los algoritmos más populares.

Deep Q-Network (DQN) [66]

Este algoritmo se basa en Q-Learning, introducido en la sección anterior. Q-
Learning requiere calcular la función Q de todos los pares (estado, acción). Esto
es dif́ıcil de escalar, salvo que el sistema tenga espacios discretos muy reducidos de
estados y de acciones posibles. En caso que estos espacios sean continuos y de alta
dimensión, es más conveniente utilizar DQN, el cual emplea una red neuronal con
parámetros θ para estimar los valores Q, esto es, Q(s, a; θ) ≈ Q∗(s, a). Para ello,
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se busca minimizar la siguiente función de pérdida en cada paso i:

Li(θi) = E[(yi −Q(s, a; θ))2], (3.5)

donde:

yi = r(st, at) + γmaxat+1Q(st+1, at+1; θi−1). (3.6)

Aqúı, yi se denomina objetivo de TD; mientras que yi − Q corresponde al error
de TD, expresado en términos de la función Q. Por su parte, θi−1 representa los
parámetros de la red en la iteración anterior.

En la práctica, en lugar de utilizar los parámetros de la última iteración de
la red, se suelen emplear los parámetros de una copia de la red original retrasada
algunas iteraciones. A esta copia se la denomina red objetivo. El uso de este tipo de
redes mejora en gran medida la estabilidad en el aprendizaje; en los métodos que
no las utilizan, las ecuaciones de actualización de la red son interdependientes de
los valores calculados por la propia red, lo que los hace propensos a la divergencia.

Además, se introduce una técnica llamada repetición de experiencia para que
las actualizaciones de la red sean más estables. En cada paso de la recolección
de datos, las transiciones entre estados se agregan a un búfer llamado búfer de
reproducción. En concreto, la información que se guarda para cada una es la tu-
pla (st, at, rt, st+1). Luego, durante el entrenamiento, en vez de usar la última
transición para calcular la pérdida y su gradiente (necesario para minimizar di-
cha función de pérdida), se utiliza un mini-lote de transiciones muestreado de este
búfer. De esta manera, se logra una mayor eficiencia de los datos al reutilizarlos
en muchas actualizaciones y una mejor estabilidad al usar transiciones no correla-
cionadas.

Deep Deterministic Policy Gradient (DDPG) [77]

DDPG es una técnica de DRL que combina Q-Learning con Policy Gradient.
Consiste en una evolución al algoritmo VAC y, por tanto, también emplea dos mo-
delos: actor y cŕıtico. El actor decide qué acción debe tomarse y el cŕıtico informa
al actor qué tan buena fue la acción y cómo debe ajustarse. Se utilizan cuatro
redes neuronales: una red Q con parámetros θQ, una red de poĺıtica determinista
con parámetros θµ, una red Q objetivo con parámetros θQ

′
y una red de poĺıtica

objetivo con parámetros θµ
′
.

Las redes Q y de poĺıtica son muy parecidas a un método de actor-cŕıtico
simple, donde la primera corresponde al cŕıtico y la segunda al actor. No obstante,
en DDPG, el actor asigna directamente los estados a las acciones en lugar de
generar una distribución de probabilidad a través de un espacio de acción discreto;
de alĺı el término “deterministic” que compone su nombre. Por su parte, las redes
objetivo son copias retrasadas en el tiempo de las redes originales, las cuales se
emplean, como se vio en DQN, para mejorar la estabilidad en el aprendizaje.

El funcionamiento básico de DDPG es el que se describe a continuación. Al
comienzo se inicializan los parámetros de las redes actor y cŕıtico con valores alea-
torios, los de las redes objetivos a partir de los parámetros de las redes originales
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y el búfer de reproducción (concepto introducido en DQN). Además, en cada epi-
sodio se inicializa un proceso estocástico denominado ruido de exploración que se
suma a la acción elegida para favorecer el descubrimiento de nuevas acciones. Lue-
go, en cada intervalo de tiempo se selecciona y ejecuta una acción (a partir de la
poĺıtica actual y afectada por el ruido de exploración), y se observa la recompensa
y el nuevo estado. Esta transición se almacena en el búfer de reproducción. Por
último, se actualizan los parámetros de las redes cŕıtico (minimizando una función
de pérdida) y actor (usando Policy Gradient), y los de las redes objetivos (a partir
de los parámetros de las redes originales). En el Algoritmo 1 se presenta el pseu-
docódigo de DDPG.

Algoritmo 1 Pseudocódigo de DDPG (adaptado de [77]).

1: Inicializar aleatoriamente redes cŕıtico Q(s, a; θQ) y actor µ(s; θµ) con
pesos θQ y θµ

2: Inicializar redes objetivo Q′ y µ′ con pesos θQ
′ ← θQ y θµ

′ ← θµ

3: Inicializar búfer de reproducción R
4: for episodio = 1, ...,M do
5: Inicializar proceso estocástico η para exploración
6: Observar estado inicial s1

7: for t = 1, ..., T do
8: Seleccionar acción at = µ(s; θµ) + η
9: Ejecutar acción at y observar recompensa rt y nuevo estado st+1

10: Almacenar transición (st, at, rt, st+1) en R
11: Muestrear mini-lote aleatorio de N transiciones (si, ai, ri, si+1) de R
12: Computar yi = ri + γQ′(si+1, µ

′(si+1; θµ
′
); θQ

′
)

13: Actualizar red cŕıtico minimizando la función de pérdida:

L =
1

N

∑
i

(yi −Q(si, ai; θ
Q))2

14: Actualizar red actor usando Policy Gradient:

∇θµJ ≈
1

N

∑
i

∇aQ(s, a; θQ)|s=si,a=µ(si)∇θµµ(s; θµ)|si

15: Actualizar redes objetivo:

θQ
′ ← τθQ + (1− τ)θQ

′

θµ
′ ← τθµ + (1− τ)θµ

′

16: end for
17: end for
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En este caṕıtulo se presentaron las bases de DRL y se introdujeron dos de sus
principales algoritmos: DQN y DDPG. En particular, existen múltiples trabajos
previos que plantean el uso de este último como una herramienta muy útil y efi-
ciente para el manejo de recursos en diferentes áreas de aplicación muy diversas,
como ser la comunicación entre veh́ıculos [78, 79], las redes celulares 5G [80, 81] y
el control aéreo [82, 83]. En el ámbito de las redes IEEE 802.11 también existen
antecedentes de la utilización de DDPG para optimizar la asignación de recur-
sos [17]. No obstante, como se verá en el próximo caṕıtulo, los mismos presentan
deficiencias importantes en su planteo, que lo llevan a un desempeño subóptimo e
incluso inestable. Estos resultados son los que motivan a proponer, en el presente
trabajo, un nuevo método de aplicación de DDPG al control de acceso al medio
en redes IEEE 802.11, con el cual se logran obtener resultados satisfactorios en
escenarios t́ıpicos de la realidad actual.
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Caṕıtulo 4

Aplicación de Aprendizaje Profundo por
Refuerzo al Control de Acceso en Redes
IEEE 802.11

Habiendo realizado un repaso histórico de las principales caracteŕısticas y en-
miendas de IEEE 802.11 e introducido los principales conceptos y algoritmos de
DRL, en este caṕıtulo se explora la aplicación de esta técnica de ML a uno de los
mecanismos de 802.11 más importantes, como lo es el control de acceso al medio.
El objetivo detrás de esto es su optimización para lograr mejoras significativas a
nivel del throughput de la red. En concreto, se presenta, en primera instancia, el
trabajo relacionado y se argumenta por qué tiene sentido considerar a DRL como
alternativa para abordar este tipo de problemas. Posteriormente, se detalla un es-
tudio previo donde se intentan aplicar dos algoritmos de DRL (DQN y DDPG)
a la optimización de la selección de la ventana de contención y se muestra que el
mismo tiene graves problemas de diseño e implementación.

4.1. Trabajo Relacionado
Tal como se indicó en la Sección 2.1, el mecanismo de control de acceso al

medio utilizado desde las primeras versiones de IEEE 802.11 y hasta la actuali-
dad es el CSMA/CA. Con él, cada STA espera un tiempo aleatorio, elegido en el
rango [0, CW − 1], antes de transmitir. Para reducir la probabilidad de que va-
rias STAs seleccionen el mismo número, CW se duplica después de cada colisión,
desde CWmin hasta CWmax. El estándar define valores mı́nimos y máximos de
CW estáticos, lo que resulta en un mecanismo de implementación simple, de baja
complejidad computacional y robusto frente a cambios en la red, pero no eficiente
y que puede conducir a una operación de la red alejada de la óptima, sobre todo
en escenarios de alta densidad [8].

Por esta razón, este tema ha sido objeto de estudio de múltiples trabajos de
investigación. Existen enfoques convencionales como el uso de modelos anaĺıti-
cos [14], la aplicación de teoŕıa de control [84] y el monitoreo de usuarios activos
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en la red [85], los cuales funcionan bien solo bajo ciertas suposiciones y configura-
ciones cuasiestáticas o están limitados en su capacidad de generalización. Por otro
lado, gracias a las altas capacidades computacionales de los dispositivos de red de
la actualidad, es posible considerar métodos de ML para la optimización de este
proceso [86–88]; sin embargo, dada la naturaleza del problema, no todos los algo-
ritmos son adecuados. Por ejemplo, los algoritmos de aprendizaje supervisado se
basan en minimizar la diferencia entre el resultado inferido y una solución óptima
determinada, la cual en este caso no se conoce. Afortunadamente, los algoritmos
de RL (y DRL) se adaptan de buena manera al problema de mejorar el desempeño
de las redes inalámbricas, ya que se basan en agentes (nodos de la red) que to-
man acciones (e.g. optimizar parámetros) en un entorno (la red inalámbrica) para
maximizar una recompensa (e.g. throughput) [89].

En particular, en un reciente trabajo se propone el método Centralized Con-
tention Window Optimization with Deep Reinforcement Learning (CCOD), para
aplicar DRL a la optimización del rendimiento de redes IEEE 802.11 mediante la
predicción correcta de los valores de CW [17]. Su implementación está realizada
con los algoritmos Deep Q-Network (DQN) y Deep Deterministic Policy Gradient
(DDPG), los cuales fueron introducidos en el caṕıtulo anterior, y se exhibe su fun-
cionamiento con redes IEEE 802.11ax (en realidad, con los aspectos de la nueva
versión del estándar que están disponibles en la versión 29 de ns-3, que no incluyen
funcionalidades importantes como OFDMA [90]). Se consideran dos escenarios de
operación, uno estático, donde todas las STAs se encienden a la vez y se mantie-
nen activas hasta el final de la simulación, y uno dinámico, donde se encienden
solo 5 STAs al principio y luego las restantes se van activando de a una hasta el
final de la simulación. En el presente trabajo, el análisis de este método se enfoca
en la versión con DDPG, entendiendo que éste es un método más avanzado que
DQN, con el cual los autores muestran mejores resultados.

El sistema montado se compone de los siguientes elementos:

El agente está ubicado en el AP, ya que este equipo tiene una visión global de
la red, puede controlar de manera centralizada las STAs asociadas y cumple
con los requisitos computacionales.

El estado del entorno se describe en términos de la probabilidad de colisión
de la red, es decir, la cantidad de tramas no recibidas, sobre el total de
tramas transmitidas:

p =
Ntx −Nrx

Ntx
. (4.1)

Más espećıficamente, esta probabilidad se expresa como una matriz de di-
mensión 4 × 2, donde la primera columna corresponde a la media (µ) y la
segunda a la varianza (σ2) de múltiples muestras. Se parte de un total de
300 muestras, las cuales son divididas en 4 tramos contiguos en el tiempo
y para cada tramo se calcula su media y varianza. Con esta información se
completa dicha matriz.

La acción consiste en seleccionar un nuevo valor de CW . En realidad, lo
que el agente elige es el parámetro α, que toma valores continuos en [0, 6] y
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Figura 4.1: Topoloǵıa utilizada y proceso de actualización de CW en el método CCOD (adap-
tada de [17]).

luego se configura la CW según la siguiente expresión:

CW =
⌊
2α+4 − 1

⌋
. (4.2)

Para favorecer la exploración, cada acción es modificada por un factor de
ruido, que decae conforme se avanza en la etapa de entrenamiento.

La recompensa usada es el throughput de la red, normalizado adecuadamente
para que tome valores en [0, 1].

Se considera una topoloǵıa de red compuesta por un AP y múltiples clientes,
en ĺınea con los escenarios educativos trabajados en la Subsección 2.3.2. En esta
topoloǵıa, el agente (ubicado en el AP) calcula la probabilidad de colisión de la
red en cada instante de tiempo. Luego, con el procesamiento descrito más arriba,
genera la matriz de estado 4×2, la cual es utilizada para seleccionar el nuevo valor
de CW (modificado por un factor de ruido). Este nuevo valor de CW es difundido
a todos los clientes asociados a la red mediante las tramas Beacon enviadas por
el AP. Por su parte, el env́ıo de tramas de datos solo está previsto en sentido UL,
con protocolo de transporte UDP y modelo de tráfico saturado. Como se vio en la
subsección mencionada, este tipo de env́ıos (UDP saturado y en sentido UL) no
es común en la realidad actual, por esta razón, en el presente trabajo se buscará
construir un agente que opere en escenarios más realistas. En la Figura 4.1 se
presenta la topoloǵıa de red utilizada, aśı como también el proceso de actualización
de CW y el env́ıo de tramas de datos.

Por otro lado, se utilizan dos redes neuronales, actor y cŕıtico (ver Subsec-
ción 3.4.1), cuyas arquitecturas son similares entre śı y corresponden a una red
LSTM seguida de dos capas FC, resultando en una configuración de 8× 128× 64.
El diagrama de las redes puede verse en la Figura 4.2.
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Figura 4.2: Diagrama de redes actor y cŕıtico involucradas en el método CCOD.

4.2. Desempeño del Agente para el Caso UDP
Como primera evaluación del sistema construido en el trabajo previo [17] se

realizaron ejecuciones sin intervención del agente de DRL, considerando un esce-
nario estático donde la cantidad de STAs activas se mantuvo constante durante
toda la simulación. Se utilizaron distintas cantidades de STAs (de 5 a 50, con
paso 5, también n = 1) y la CW fijada en el valor óptimo (ver Tabla 2.2). En
el cálculo de probabilidad de colisión, se pasaron a considerar solo los env́ıos y
recepciones de tramas de datos (se excluyeron tramas de control), corrigiendo aśı
valores elevados de esta probabilidad que se registraban en un principio. Además,
se modificó el código para identificar los env́ıos y recepciones a nivel de STA; esta
modificación, aśı como todo el nuevo código generado en el marco del presente
trabajo, se encuentra publicado en un repositorio de GitHub de acceso libre [13].

En la Tabla 4.1 se presenta la probabilidad de colisión y el throughput total
registrados en las pruebas; por otro lado, en la Figura 4.3 se muestra el reparto
de la probabilidad de colisión por STA, su valor promedio y su valor a nivel de
red. Analizando estos resultados, puede afirmarse que, en general, los valores de
probabilidad de colisión y throughput obtenidos son razonables y están cercanos a
los hallados teóricamente. Además, puede verse un reparto parejo de las transmi-
siones (y de p) entre todas las STAs de la red, registrándose únicamente 3 STAs
que no lograron transmitir significativamente para el caso n = 50.

Luego de verificar que el funcionamiento de la simulación está cercano a lo
esperado en la teoŕıa, es de interés ir un paso más adelante y evaluar la capacidad
de aprendizaje del algoritmo construido. Para ello, se ejecutaron pruebas donde se
entrenó con una cantidad de STAs en la red y luego se evaluó con otras cantidades,
utilizando escenarios estáticos y dinámicos en ambas etapas. En la Tabla 4.2 se
resumen los resultados registrados; mientras que, en las Figuras 4.4 y 4.5 se pre-
senta la evolución de la CW , el throughput total, la probabilidad de colisión y la
recompensa acumulada de los entrenamientos en ambos escenarios de operación.
Adicionalmente, la Figura 4.6 muestra los resultados obtenidos en las evaluacio-
nes en escenarios dinámicos (se omiten los gráficos de evaluación en escenarios
estáticos debido a la poca variación de sus parámetros).

A partir de los resultados de las evaluaciones realizadas en escenarios estáticos
(ver Tabla 4.2), se puede afirmar que el algoritmo funciona bien solo si se lo
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Tabla 4.1: Caso UDP saturado. Valores obtenidos mediante simulaciones en ns-3. Probabilidad
de colisión y throughput registrados cuando se configura CW óptima para distintas canti-
dades de STAs. Se observa que estos valores son razonables y están cercanos a los hallados
teóricamente.

n CW ∗ p S[Mbps]
1 15 0 37,56
5 34 0,206 39,14
10 71 0,236 38,43
15 109 0,343 36,70
20 146 0,251 38,09
25 184 0,312 37,08
30 222 0,362 36,08
35 259 0,232 38,05
40 297 0,262 37,77
45 334 0,289 37,52
50 372 0,299 37,37

Tabla 4.2: Desempeño del método CCOD para el caso UDP saturado. Valores obtenidos me-
diante simulaciones en ns-3. CW aprendida y probabilidad de colisión y throughput registrados
en fase de evaluación, utilizando escenarios estáticos (Est.) y dinámicos (Din.). Se observa que
el algoritmo selecciona una CW cercana a la óptima solo cuando se lo entrena con una cantidad
fija de STAs y luego se lo evalúa con la misma cantidad (fila 3).

Esc. nentr neval CW ∗ CW p S[Mbps]
Est. 25 10 71 (194; 207) (0,166; 0,186) 30,84
Est. 25 25 184 (192; 205) (0,174; 0,211) 38,07
Est. 25 50 372 (160; 187) (0,317; 0,482) 35,54
Din. (5; 25) (5; 10) (34; 71) (37; 198) (0,114; 0,222) 38,35
Din. (5; 25) (5; 25) (34; 184) (35; 298) (0,126; 0,263) 37,89
Din. (5; 25) (5; 50) (34; 372) (35; 273) (0,131; 0,356) 37,52

evalúa con la misma cantidad de STAs con la que fue entrenado (n = 25); en
otro caso (n = 10, 50), se selecciona una CW alejada de la óptima. Otro hallazgo
interesante que se desprende de estas evaluaciones es la relación que existe entre
la CW y la probabilidad de colisión: a mayor CW , menor probabilidad de colisión
y viceversa (e.g. el pico de CW en el entorno de 20000 s de tiempo de simulación
que se corresponde con el valle de probabilidad de colisión en el mismo instante
aproximadamente o el valle de CW y pico de probabilidad de colisión cerca de los
60000 s en la Figura 4.4).

Con respecto a las evaluaciones en escenarios dinámicos, es importante recor-
dar que tanto en el entrenamiento como en la evaluación, la cantidad de STAs
se va incrementando desde nmin = 5 hasta el máximo n establecido en cada caso
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Figura 4.3: Caso UDP saturado. Valores obtenidos mediante simulaciones en ns-3. Probabilidad
de colisión por STA, en promedio y de la red cuando se configura CW óptima para distintas
cantidades de STAs. En general, se aprecia un reparto parejo de los valores de esta probabilidad
entre todas las STAs de la red.

(nmax = 10, 25, 50 según corresponda). Además, la CW óptima también se incre-
menta conforme vaŕıa n, como se vio en la Tabla 2.2. De dicha tabla se tiene que,
sin importar la cantidad de STAs, la probabilidad de colisión se mantiene cons-
tante si se configura la CW óptima. Esto no ocurre en estas evaluaciones; puede
verse en la Tabla 4.2 y la Figura 4.6 que, conforme se avanza en la ejecución, esta
probabilidad tiende a aumentar, pese a algunos comportamientos oscilatorios. En
relación a lo anterior, se aprecia que la CW elegida oscila (esto es observado sobre
todo para n = (5; 10) y n = (5; 25)), lo que es indicio de que el agente no tiene
certeza sobre el valor a seleccionar. Finalmente, para el caso n = (5; 50) los valores
de CW aprendidos en la segunda mitad de la simulación están muy alejados de
los óptimos hallados teóricamente.

A partir del análisis teórico realizado en la Subsección 2.3.1 se hab́ıa concluido
que el valor de CW que maximiza el throughput depende de la probabilidad de
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Figura 4.4: Desempeño del método CCOD para el caso UDP saturado. Valores obtenidos
mediante simulaciones en ns-3. Evolución de CW , probabilidad de colisión, throughput y
recompensa acumulada en fase de entrenamiento, utilizando un escenario estático con n = 25
STAs.

colisión y de la cantidad de STAs de la red. En el modelo propuesto, el entorno
se observa únicamente a partir de la probabilidad de colisión, la cual es constante
para cualquier cantidad de STAs si se configura la CW óptima, como se mostró
en la Tabla 2.2. Por este motivo, el sistema a priori no podŕıa inferir los cambios
en esta cantidad y ajustar la CW en consecuencia. Los resultados obtenidos en
las pruebas conducidas confirman esta conclusión, ya que el agente solo funcionó
bien cuando se lo entrenó con una cantidad fija de STAs y luego se lo evaluó con
esa misma cantidad (escenario estático). En otro caso, cuando en la red ocurŕıa un
cambio en la cantidad de STAs, el agente no teńıa certeza sobre el valor de CW
a seleccionar y, por tanto, se observaban valores por encima y por debajo del que
se veńıa utilizando (es decir, el valor de CW oscilaba). El hecho de seleccionar un
valor de CW adecuado solo cuando la cantidad de STAs se mantiene constante no
agrega valor a la hora de llevarlo a la práctica, ya que, si se conoce previamente
esta cantidad, basta con configurar a mano la CW óptima para la misma. Además,
que la red mantenga una cantidad fija de STAs durante su operación no es algo
que ocurra en la realidad.
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Figura 4.5: Desempeño del método CCOD para el caso UDP saturado. Valores obtenidos
mediante simulaciones en ns-3. Evolución de CW , probabilidad de colisión, throughput y
recompensa acumulada en fase de entrenamiento, utilizando un escenario dinámico con n =
(5; 25) STAs.

Dados los hallazgos mencionados, en el siguiente caṕıtulo se propone un nuevo
método E-CCOD (Enhanced-CCOD), basado en el método CCOD presentado y
evaluado en este caṕıtulo, para la optimización del rendimiento de redes IEEE
802.11 mediante la predicción correcta de los valores de CW . Este método me-
jorado incorpora, entre otras cosas, un estimador de la cantidad de STAs activas
en la red como parte del estado del entorno. Como se podrá ver, el agregado de
esta información es clave para mejorar sensiblemente el desempeño del agente y
poder adaptarse de buena manera a cambios en la cantidad de STAs y en el tipo
de tráfico cursado en la red.
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Figura 4.6: Desempeño del método CCOD para el caso UDP saturado. Valores obtenidos
mediante simulaciones en ns-3. Evolución de CW , probabilidad de colisión y throughput en
fase de evaluación, utilizando escenarios dinámicos. Se emplearon distintas cantidades de STAs:
n = (5; 10) - fila 1, n = (5; 25) - fila 2 y n = (5; 50) - fila 3. Se aprecian comportamientos
oscilatorios en los parámetros y el algoritmo no logra seleccionar una CW cercana a la óptima
en ningún caso.
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Caṕıtulo 5

Presentación y Evaluación del Método
E-CCOD para la Optimización del
Control de Acceso en IEEE 802.11

En el caṕıtulo anterior se exploraron las bondades de la aplicación de DRL
a la optimización de la elección de la CW en redes IEEE 802.11. En particular,
se analizó un estudio previo donde se ofrećıa un modelado del problema y una
implementación del sistema en ns-3. A partir de la evaluación realizada, se concluyó
que el algoritmo construido no tiene el desempeño deseado. No obstante, el trabajo
fue de gran utilidad, no solo como un primer acercamiento a la temática, sino que
también por dejar disponible una implementación del sistema completo: el agente
(algoritmo de DDPG aplicado a optimizar la CW ), su entorno (simulación de una
red IEEE 802.11) y la interacción entre ellos. Cabe señalar además que el agente
es capaz de aprender la CW óptima si se mantiene constante la cantidad de STAs,
lo cual no es un resultado trivial. Dicha implementación fue tomada como base
para proponer un método para la optimización del control de acceso en redes IEEE
802.11 más robusto, el cual consigue mejoras significativas de desempeño.

Aśı, en este caṕıtulo se presenta el método E-CCOD (Enhanced-CCOD) que
permite optimizar el rendimiento de redes IEEE 802.11 mediante la predicción
correcta de los valores de CW . Se busca que pueda ser aplicado de manera satis-
factoria en escenarios cercanos a la realidad, por lo que, se consideran UDP y TCP
como protocolos de transporte, todos los sentidos de env́ıo de tramas (UL, DL y
UL+DL) y variaciones en el tráfico cursado. Además, se presenta un ejemplo de
funcionamiento del agente en una red donde coexisten clientes 802.11ax con otros
de versiones anteriores del estándar, con el objetivo de visualizar los desaf́ıos que
surgen en términos de un reparto justo de recursos entre estos tipos de clientes.

5.1. Presentación del Método
Como se vio, el método Centralized Contention Window Optimization with

Deep Reinforcement Learning (CCOD) propuesto en [17] solo logra seleccionar la
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CW óptima en redes donde se mantiene constante la cantidad de clientes, lo cual
no es suficiente para llevarlo a la práctica y está alejado de lo que ocurre en la
realidad. En base a estos resultados y a las conclusiones extráıdas en el caṕıtulo
anterior respecto de la información necesaria para observar el entorno en este tipo
de problemas, se pretende analizar el sistema de DRL montado y proponer modifi-
caciones, las cuales serán recogidas en un nuevo método más robusto, denominado
Enhanced-CCOD (E-CCOD).

Para ello, en primer lugar, se desacopló el sistema formado por el agente y el
entorno basado en simulaciones, y se pasó a utilizar un entorno anaĺıtico, basado
en las ecuaciones de Bianchi introducidas en la Subsección 2.3.1. De esta forma,
se quitó complejidad al sistema a analizar, se ganó agilidad en la ejecución de las
pruebas y se hizo foco en el diseño del modelo propuesto.

Luego, se realizaron pruebas análogas a las aplicadas con el sistema basado
en simulaciones: se entrenó el sistema en escenarios estáticos y dinámicos, con
n = 25 y n = (5; 25), respectivamente, y se lo evaluó en ambos tipos de escenarios
con n = 10, 25, 50 y n = (5; 10), (5; 25), (5; 50). De esta forma, se pudo consta-
tar que el agente solo logra configurar la CW óptima si se evalúa con la misma
cantidad de STAs (fija) con la que fue entrenado, tal como ocurŕıa con el sistema
original. Además, se concluyó que el tipo de escenario más adecuado para entre-
nar el agente es el dinámico, ya que, al variar la cantidad de STAs en la red (de
nmin = 5 hasta nmax = 10, 25, 50 según corresponda), se lo deja preparado para
actuar en las múltiples realidades distintas que se pueda enfrentar en la práctica.
Habiendo verificado que ambos sistemas se comportan de la misma manera, se
siguió trabajando con el que emplea un entorno anaĺıtico (cuya principal ventaja
es la reducción significativa del tiempo de ejecución de las pruebas), con foco en
escenarios dinámicos.

En el modelo actual, el estado del entorno se observa a partir de la probabilidad
de colisión de la red. Únicamente con esta información, el agente no puede detectar
los cambios en la cantidad de STAs de la red y ajustar la CW en consecuencia, ya
que dicha probabilidad es constante para cualquier cantidad de STAs si se configura
la CW óptima (ver Tabla 2.2). Entonces, se propone incorporar la cantidad de
STAs como otra variable del estado. Para el agente es relevante llevar la cuenta
de las STAs activas, n′, es decir, las que transmiten una cantidad significativa de
tramas; este número puede ser diferente a la cantidad total de STAs, n, e incluso
puede variar a lo largo de la operación de la red, por lo que se debe definir un
mecanismo para estimarlo.

El mecanismo considerado a nivel de simulaciones es el siguiente. Se define un
vector de largo n, inicializado en 0. Luego, en cada transmisión de capa MAC, se
incrementa en 1 el valor de la posición correspondiente a la ID de la STA que envió
dicha trama. Finalmente, para inferir la cantidad de STAs activas en la red, n′, en
un instante dado (al momento de medir el estado del entorno), se utiliza un umbral
(fijado en 5 tramas), el cual deben superar para que sean consideradas activas. Una
vez reportado este valor, el vector se resetea y se comienzan a contar transmisiones
para el siguiente instante de tiempo. En la práctica, dado que no se tiene de
antemano el valor n, se puede definir un vector de tamaño fijo suficientemente
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grande o uno de tamaño variable que se incremente a medida que se detecta una
nueva STA. Luego, las IDs de las STAs pueden ser sus direcciones MAC y generarse
un mapeo entre estas direcciones y las posiciones del vector.

A partir del funcionamiento del método CCOD e incorporando estas modifi-
caciones comentadas, se puede definir el funcionamiento del método Enhanced-
CCOD (E-CCOD), cuyo pseudocódigo se presenta en el Algoritmo 2.

Algoritmo 2 Pseudocódigo del método E-CCOD.

1: Obtener los pesos del agente θ
2: Obtener la función de acción del agente Aθ
3: Definir Ntx y Nrx como la cantidad de tramas transmitidas y recibidas
4: Definir n′ como la cantidad de STAs activas
5: Definir train como bandera para indicar la fase de operación
6: Definir ∆t como peŕıodo de interacción
7: Inicializar búfer de observaciones B
8: Inicializar búfer de reproducción R
9: for episodio = 1, ...,M do

10: Inicializar proceso estocástico η para exploración
11: CW ← 15
12: s← vector de ceros
13: for t = 1, ..., T con paso ∆t do
14: Ntx ← cantidad de tramas transmitidas
15: Nrx ← cantidad de tramas recibidas
16: n′ ← cantidad de STAs activas
17: B.push(Ntx−Nrx

Ntx
, n′)

18: Calcular estado: obs← preprocess(B)
19: if train then
20: Seleccionar acción: αt ← Aθ(obs) + η

21: else
22: Seleccionar acción: αt ← Aθ(obs)
23: end if
24: Ejecutar acción: CW ← b2αt+4 − 1c
25: if train then
26: Thr ← Nrx

∆t

27: Calcular recompensa: r ← normalize(Thr)
28: Almacenar la transición: R.push((obs, a, r, s))
29: s← obs

30: b← mini-lote de R muestreado
31: Realizar optimización de θ basado en b
32: end if
33: end for
34: end for
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La implementación de dicho método fue realizada utilizando el lenguaje de
programación Python [91] y las bibliotecas Pytorch [92] (para modelado en ML)
y NumPy [93] (para operaciones algebraicas), entre otras. El entorno se montó
haciendo uso del simulador ns-3.29 [90], mientras que para la integración de todo
el sistema (agente y entorno) se empleó la herramienta ns3-gym [94]. A grandes
rasgos, el agente (ubicado en el AP) observa la cantidad de tramas enviadas (Ntx)
y recibidas (Nrx) para calcular la probabilidad de colisión. Según el sentido de los
env́ıos, una cantidad la puede monitorear directamente y la otra deberá ser enviada
por las STAs “a cuestas” (piggybacking) con los datos. Además calcula la cantidad
de STAs activas (n′) con el procedimiento explicado en párrafos anteriores. Con
esta información genera una acción, que consiste en seleccionar un nuevo valor
de CW , el cual es difundido a todas las STAs asociadas a la red. Consta de dos
fases: entrenamiento y evaluación. En la primera fase, las acciones son modificadas
por un factor de ruido gaussiano (para favorecer la exploración), el cual decae
conforme se avanza en el aprendizaje (para favorecer la explotación). Por su parte,
en la segunda fase este ruido no participa y se selecciona en todo momento las
acciones que el agente entiende más adecuadas.

Por último, resta verificar si el agente mejorado, que observa el estado de su en-
torno a partir de la probabilidad de colisión y la cantidad de STAs activas, logra un
desempeño satisfactorio. Esto se hizo, en primera instancia, empleando el sistema
basado en un entorno anaĺıtico, donde se asume que todas las STAs de la red están
activas. Para ello, se condujeron pruebas análogas a las realizadas anteriormente,
poniendo foco en escenarios dinámicos. La Figura 5.1 presenta los resultados del
entrenamiento con n = (5; 25); mientras que la Figura 5.2 los de las evaluaciones
con n = (5; 10), (5; 25), (5; 50). En particular, en los gráficos correspondientes a las
dos primeras evaluaciones puede observarse que, con los cambios introducidos, el
agente acompaña la evolución de la red, seleccionando como CW la óptima (o muy
cercana) en cada caso. Además, cabe destacar que ahora los valores de probabili-
dad de colisión y de throughput alcanzados están dentro de los valores esperados,
según la Tabla 2.2, y no presentan los comportamientos oscilatorios que se hab́ıan
registrado antes (ver Figura 4.6).

Por otro lado, cuando se evaluó con n = (5; 50), el agente no funcionó correc-
tamente, sobre todo en la segunda mitad de la prueba, lo que indica que el modelo
no es inductivo, es decir, que no puede generalizar a casos que nunca vio en el
entrenamiento. Un resultado positivo, sin embargo, es que a cantidades de STAs
mayores a las usadas en el entrenamiento, la CW seleccionada no disminuye. Por
lo tanto, si se realiza un entrenamiento hasta la cantidad de STAs máxima que se
espera en la red (este número se conoce a priori ya que uno dimensiona su infraes-
tructura teniendo presente la cantidad de clientes potenciales que la utilizarán), o
bien, hasta una cantidad de STAs, tal que, se alcance la CW máxima, se estaŕıan
cubriendo todos los casos con los que el agente trabajaŕıa en la práctica.
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Figura 5.1: Desempeño del método E-CCOD para el caso UDP saturado. Valores obtenidos
mediante modelo de Bianchi. Evolución de CW , probabilidad de colisión, throughput y recom-
pensa acumulada en fase de entrenamiento, utilizando un escenario dinámico con n = (5; 25)
STAs.

5.2. Evaluación de Desempeño del Método
En la sección anterior se presentó un método mejorado para la optimización

del control de acceso en IEEE 802.11 y se lo puso a prueba en un entorno anaĺıtico,
basado en las ecuaciones de Bianchi introducidas en la Subsección 2.3.1. Habiendo
constatado que, con los cambios incorporados, el desempeño del agente mejora
sensiblemente, es de interés ponerlo a prueba en distintos escenarios de operación:
caso UDP en sentido UL, caso TCP en sentido UL, DL y UL+DL y caso con varia-
ciones en el tráfico cursado. El primero consiste en el mismo escenario planteado
en el trabajo tomado de base y es interesante considerarlo para poder comparar
el desempeño de ambos agentes (el del método CCOD y el del método E-CCOD);
mientras que, los dos últimos consisten en escenarios cercanos a la realidad. Ca-
be destacar que para todas las pruebas realizadas en esta sección se emplearon
entornos basados en simulaciones.

5.2.1. Caso UDP
Para la evaluación de este primer caso de funcionamiento, se realizaron las

mismas pruebas que las aplicadas en la sección anterior: entrenamiento en un
escenario dinámico con n = (5; 25) y evaluación en el mismo tipo de escenario con
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Figura 5.2: Desempeño del método E-CCOD para el caso UDP saturado. Valores obtenidos
mediante modelo de Bianchi. Evolución de CW , probabilidad de colisión y throughput en fase
de evaluación, utilizando escenarios dinámicos. Se emplearon distintas cantidades de STAs:
n = (5; 10) - fila 1, n = (5; 25) - fila 2 y n = (5; 50) - fila 3. Se aprecia que el algoritmo
acompaña la evolución de la red y logra seleccionar una CW cercana a la óptima, siempre que
se utilicen cantidades de STAs usadas en la fase de entrenamiento.

n = (5; 10), (5; 25); (5; 50), de forma de verificar que el buen desempeño también
se obtiene si se utilizan un entorno basado en simulaciones y el estimador de STAs
activas. La evolución de los principales parámetros para las fases de entrenamiento
y evaluación se muestran en las Figuras 5.3 y 5.4, respectivamente.

A partir del análisis de estas figuras, es posible afirmar que se logran resultados
análogos a los obtenidos con el sistema basado en un entorno anaĺıtico para n =
(5; 10), (5; 25). Se aprecia una leve sobreestimación en la CW aprendida, algo que
ya hab́ıa ocurrido en la prueba con el agente original (sin el agregado de la cantidad
de STAs activas como parte del estado) en un escenario estático con n = 25 (ver
Tabla 4.2); no obstante, ahora el agente logra captar de muy buena manera la
dinámica del sistema aumentando el valor de CW al detectar una nueva STA en la
red. En suma, vale la pena señalar que el agente no solo selecciona una CW cercana
a la óptima para los casos vistos en la etapa de entrenamiento (como ocurŕıa con
las pruebas con entorno anaĺıtico), sino que también logra extrapolar lo aprendido
y responder bien para casos nunca vistos (n > 25), aunque lo hace de manera más
ruidosa.
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Figura 5.3: Desempeño del método E-CCOD para el caso UDP saturado. Valores obtenidos
mediante simulaciones en ns-3. Evolución de CW , probabilidad de colisión, throughput y
recompensa acumulada en fase de entrenamiento, utilizando un escenario dinámico con n =
(5; 25) STAs.

5.2.2. Caso TCP
Como se mencionó, es de interés que el método E-CCOD pueda funcionar de

manera satisfactoria en escenarios ampliamente utilizados en la realidad actual. Un
escenario de operación t́ıpico es una red, cuyas STAs y AP intercambian segmentos
TCP. Se modificó entonces el código para generar env́ıos TCP, en sentido UL, DL
y UL+DL; además se pasó a estimar la probabilidad de colisión con la siguiente
fórmula, tomada de [95], la cual es una aproximación de primer orden al cálculo
original (el mismo no puede utilizarse debido a que, en transmisiones TCP, el
tráfico DL siempre está presente, por datos o reconocimiento):

p =
2rxerror

2rxerror + rxok/2
, (5.1)

donde rxerror y rxok corresponden a trazas de capa f́ısica de ns-3 [96]. Cabe señalar
que el contador de recepciones no satisfactorias (rxerror) se multiplica por 2 ya
que en una colisión participan (al menos) dos transmisiones; por otro lado, el de
recepciones exitosas (rxok) se divide entre 2, ya que por defecto se consideran las
tramas de datos y de reconocimiento, y en este caso solo deben contabilizarse las
de datos.

En el gráfico de la Figura 5.5 se muestra la comparación entre la probabilidad
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Figura 5.4: Desempeño del método E-CCOD para el caso UDP saturado. Valores obtenidos
mediante simulaciones en ns-3. Evolución de CW , probabilidad de colisión y throughput en
fase de evaluación, utilizando escenarios dinámicos. Se emplearon distintas cantidades de STAs:
n = (5; 10) - fila 1, n = (5; 25) - fila 2 y n = (5; 50) - fila 3. Se aprecia que el algoritmo
acompaña la evolución de la red y logra seleccionar una CW cercana a la óptima, incluso
cuando se utilizan cantidades de STAs no usadas en la fase de entrenamiento (aunque en este
caso lo hace de manera más ruidosa).

de colisión obtenida con la aproximación de primer orden (5.1), con la fórmula
implementada originalmente (4.1) y con la expresión anaĺıtica (2.2). Dicha com-
paración se realizó con env́ıos UDP saturados, ya que es el escenario en que son
válidas las tres expresiones. De la misma puede afirmarse que la aproximación
funciona muy bien, por lo que es correcto emplearla para la extensión del sistema
a operar con redes TCP.

Por otro lado, para poder determinar si el agente logra seleccionar valores de
CW cercanos a los óptimos, es necesario conocer estos últimos. Dado que no existen
ecuaciones que modelen un escenario con env́ıos TCP (como śı ocurre con UDP
saturado), para determinarlos se realizaron barridos de simulaciones con distintos
valores de CW y se seleccionó como óptimo aquel que consegúıa el valor más
alto de throughput. La Tabla 5.1 presenta algunos valores para ejemplificar este
proceso para n = 10, 25 (cantidades utilizadas en las posteriores evaluaciones) y
env́ıos UL, DL y UL+DL; en cada caso (i.e. n y sentido) se encuentra resaltada
la fila que logró el mejor resultado de throughput. Es importante destacar que el
valor de probabilidad de colisión en sentido DL es muy bajo, debido a que en este
tipo de env́ıos el AP es quien transmite tramas de datos y las STAs solo tramas

58



5.2. Evaluación de Desempeño del Método

0 2 4 6 8 10
# clientes

0.0

0.2

0.4

0.6

0.8

1.0

Pr
ob

ab
ilid

ad
 d
e 
co

lis
ió
n

p analítica
p original
p aproximación

Figura 5.5: Caso UDP saturado. Valores obtenidos mediante modelo de Bianchi y simulaciones
en ns-3. Comparación entre expresiones de probabilidad de colisión, utilizando CW óptima
para distintas cantidades de STAs. Se aprecia que los resultados obtenidos con la expresión
original y la aproximación de primer orden son muy similares entre śı.

con reconocimientos de TCP (muy pequeñas en comparación a las de datos), por
lo que ocurren menos colisiones que en el caso UL.

Además, puede observarse que la cantidad de STAs activas en todos los casos
está en el entorno de n′ = 5, más allá de encender n = 10 o n = 25 STAs en la red y
sin importar el sentido de los env́ıos. Si se analiza el tráfico en sentido DL, se tiene
que, dado que se está trabajando con tráfico saturado, el AP siempre tiene una
trama de datos para ser enviada; en cambio, las STAs solo env́ıan tramas (con un
reconocimiento de TCP) cuando reciben una trama de datos. Si varias STAs de la
red tienen tramas para enviar, la probabilidad de que el AP gane el acceso al medio
(y potencialmente incremente la cantidad de STAs activas) es muy baja, por ende,
el sistema opera con una cantidad relativamente baja de STAs activas. Por otro
lado, con el tráfico en sentido UL ocurre algo similar, puesto que las STAs pueden
enviar tramas de datos solo luego de recibir una trama con un reconocimiento de
TCP, y para ello, el AP debe ganar el acceso al medio. Este comportamiento fue
estudiado con mayor profundidad en el trabajo [5].

Habiendo modificado el código para operar en este tipo de redes y contando
con valores de referencia para la CW óptima, se pasó a ejecutar el entrenamiento
del agente empleando un escenario dinámico, compuesto por múltiples episodios,
donde en cada episodio se comenzaba con n = 10 y, a la mitad del mismo, se
incrementaba a n = 25, de forma de permitir a TCP alcanzar un estado de régi-
men y para poder evaluar luego dos escenarios bien diferenciados en términos de
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Tabla 5.1: Caso TCP saturado. Valores obtenidos mediante simulaciones en ns-3. Valores de
CW y parámetros asociados para distintos sentidos de env́ıo y cantidades de STAs. Se resalta
en verde la CW con la que se obtuvo el valor de throughput más elevado en cada caso.

Sentido n n′ CW p S[Mbps]

UL 10 6 15 0,219 27,44
UL 10 4 60 0,130 34,56
UL 10 4 120 0,064 30,27

UL 25 7 15 0,235 26,92
UL 25 5 60 0,151 34,56
UL 25 5 120 0,086 31,63

DL 10 5 15 0,054 29,03
DL 10 5 20 0,037 27,70
DL 10 4 40 0,021 22,69

DL 25 5 15 0,057 29,05
DL 25 2 20 0,039 29,76
DL 25 4 40 0,022 22,66

UL+DL 10 2 15 0,099 29,28
UL+DL 10 4 50 0,113 31,46
UL+DL 10 2 100 0,022 20,14

UL+DL 25 2 15 0,104 29,26
UL+DL 25 5 50 0,169 31,19
UL+DL 25 2 100 0,023 19,96

cantidad de STAs. La evaluación se realizó empleando dos escenarios estáticos con
n = 10 y n = 25. Se probaron env́ıos UL, DL y UL+DL. La Tabla 5.2 resume los
resultados obtenidos; se omiten los gráficos en este caso, debido a la poca variación
de los parámetros. A partir de dichos resultados se puede concluir que el agente
logra seleccionar valores de CW cercanos al óptimo (ver Tabla 5.1) para tráfico
TCP en sentido UL y DL. Para env́ıos UL+DL, el agente elige valores de CW más
pequeños a los encontrados en el barrido de la Tabla 5.1; no obstante, los valores
de throughput y probabilidad de colisión alcanzados con ambos valores de CW
(óptimo y aprendido) son similares entre śı.

Se entiende que la manera en que se realizó el entrenamiento no introduce
pérdidas significativas a la evaluación del sistema, ya que, como se observó ante-
riormente, la cantidad de STAs activas, n′, se mantiene más o menos constante en
un valor relativamente bajo, conforme aumenta la cantidad de STAs, n, en la red,
por tratarse de env́ıos TCP. En cualquier caso, si se requiriera incorporar un caso
intermedio (e.g. n = 18), bastaŕıa con incluirlo en la configuración del escenario
de prueba e incrementar el tiempo de simulación de forma de que cada red (cada
valor de n) opere un tiempo suficiente para que se alcance la convergencia de TCP.
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Tabla 5.2: Desempeño del método E-CCOD para el caso TCP saturado. Valores obtenidos me-
diante simulaciones en ns-3. CW aprendida y probabilidad de colisión y throughput registrados
en fase de evaluación, utilizando dos escenarios estáticos con n = 10 y n = 25. Se probaron
env́ıos UL, DL y UL+DL; para los primeros dos casos el algoritmo logró seleccionar una CW
cercana a la óptima, mientras que para el último caso, seleccionó una CW levemente más
baja.

Sentido n n′ CW p S[Mbps]
UL 10 (2; 8) (27; 45) (0,143; 0,220) 33,60
UL 25 (2; 9) (28; 47) (0,146; 0,240) 32,96
DL 10 (3; 8) 15 (0,045; 0,074) 28,94
DL 25 (3; 8) 15 (0,048; 0,078) 28,96
UL+DL 10 2 15 (0,089; 0,107) 29,32
UL+DL 25 2 15 (0,090; 0,116) 29,32

5.2.3. Caso con Variaciones en el Tráfico Cursado

Hasta el momento se pudo constatar el correcto funcionamiento del método
E-CCOD en redes donde se cursa únicamente tráfico UDP o tráfico TCP, y las
variaciones introducidas corresponden a la cantidad de clientes. Ahora se desea
plantear un escenario de prueba donde el agente deba reaccionar a cambios in-
troducidos a nivel del tráfico cursado; de las partes anteriores se conoce que los
valores óptimos de CW para UDP (ver Tabla 2.2) suelen ser sensiblemente más
elevados que los empleados para TCP (ver Tabla 5.1), entonces se busca que el
agente pueda adaptarse de buena manera a una red donde en un determinado mo-
mento se intercambian segmentos TCP y luego se pasan a intercambiar segmentos
UDP.

En concreto, se diseñó un escenario dinámico, compuesto por múltiples episo-
dios, donde en la primera mitad de cada episodio se cursó tráfico TCP en sentido
DL y en la segunda mitad se pasó a utilizar tráfico UDP en sentido UL, la canti-
dad de STAs se mantuvo constante en n = 25 por simplicidad. Dicho escenario fue
utilizado para realizar el entrenamiento del sistema. En la Figura 5.6 se muestra
la evolución de los principales parámetros durante esta fase. Por su parte, para la
evaluación se emplearon dos escenarios estáticos: TCP en sentido DL y UDP en
sentido UL, ambos con n = 25. En la Tabla 5.3 se presentan los valores registrados,
de la cual se puede afirmar que el agente, habiendo sido entrenado una sola vez
en una red con cambios en el tipo de tráfico cursado, logra funcionar satisfactoria-
mente en dos redes bien diferenciadas en términos del valor de CW a configurar
para maximizar el throughput.
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Figura 5.6: Desempeño del método E-CCOD para el caso con variaciones en el tráfico cursado.
Valores obtenidos mediante simulaciones en ns-3. Evolución de CW , probabilidad de colisión,
throughput y recompensa acumulada en fase de entrenamiento, utilizando un escenario dinámi-
co donde en la primera mitad de cada episodio se cursó tráfico TCP DL y en la segunda mitad
tráfico UDP UL con n = 25 STAs.

Tabla 5.3: Desempeño del método E-CCOD para el caso con variaciones en el tráfico cursado.
Valores obtenidos mediante simulaciones en ns-3. CW aprendida y probabilidad de colisión y
throughput registrados en fase de evaluación, utilizando dos escenarios estáticos con tráfico
TCP DL y UDP UL con n = 25 STAs. Se aprecia que el algoritmo logra seleccionar una CW
cercana a la óptima en ambos casos.

Tráfico n n′ CW p S[Mbps]
TCP DL 25 2 15 (0,048; 0,067) 31,33
UDP UL 25 23 (165; 183) (0,183; 0,210) 38,27
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Figura 5.7: Formato de trama agregada utilizada para emular env́ıos MU en ns-3. Cada bloque
de datos representa la transmisión de un cliente 802.11ax diferente; mientras que H y T
corresponden al encabezado y cola de la trama, respectivamente.

5.3. Aplicación del Método a Redes con Clientes IEEE
802.11ax y Legacy

En ĺınea con la aprobación de la nueva enmienda del estándar IEEE 802.11 y la
inminente etapa de transición en la que las redes tengan clientes 802.11ax y legacy
en coexistencia, es de interés evaluar qué desempeño puede lograr el agente de DRL,
debiendo configurar ahora dos CW : una para que el AP permita el uso de OFDMA
con clientes de la nueva enmienda y otra para que los de las enmiendas anteriores
(que no implementan OFDMA) accedan al medio de la forma tradicional, tal como
se explicó en la Sección 2.2 y como puede verse en el diagrama de la Figura 2.6.
Para ello, fue necesario extender el sistema construido para emplear un entorno
con clientes de estos dos tipos y un agente que, a partir de la observación del
entorno, pueda seleccionar el valor de dos CW .

Debido a que los conceptos de OFDMA se comenzaron a incorporar en ns-3
a partir de la versión 34 (liberada el 14 de julio de 2021) [97], algunas versiones
posteriores a la versión utilizada en el sistema trabajado (versión 29), fue necesario
recurrir a una abstracción para representar los env́ıos MU provistos por esta tec-
noloǵıa. Se tiene que, en 802.11ax, la trama de capa f́ısica para env́ıos MU lleva un
encabezado y múltiples tramas MAC; los clientes env́ıan una o más tramas MAC
dentro de los RUs asignados para su transmisión (ver Sección 2.2). De manera
análoga, en la simulación, m clientes 802.11ax se implementaron en una sola STA
de ns-3, la cual env́ıa tramas agregadas de largo total m × tamaño trama MAC,
aśı dicha STA debe ganar el acceso al medio solo una vez y, al hacerlo, trans-
mite múltiples segmentos UDP o TCP de una vez (cada segmento representa la
transmisión de un cliente 802.11ax). Cabe destacar además que en la simulación se
deshabilitó la fragmentación de paquetes. El esquema de la Figura 5.7 representa
el formato general de estas tramas agregadas. La abstracción implementada solo
puede funcionar en sentido UL, ya que, la funcionalidad de agregación se habilita
o deshabilita por equipo, entonces, si se habilitara en el AP para representar los
env́ıos DL de 802.11ax, quedaŕıa habilitada para los env́ıos a todas las STAs de la
red (tanto para las de 802.11ax como para las legacy).

63
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Luego de las modificaciones introducidas al entorno para emular la coexis-
tencia de clientes 802.11ax y de versiones anteriores del estándar, se revisaron y
extendieron los elementos del sistema de DRL presentados en la Sección 4.1. A
continuación se repasan los distintos elementos, modificados adecuadamente para
este caso de estudio:

Al agente se lo mantiene en el AP, para continuar aprovechando la visión
global que tiene este equipo sobre la red y su capacidad de procesamiento.

El estado del entorno se describe en términos de la media y varianza de
múltiples muestras de probabilidad de colisión de la red, calculada a partir
de la expresión (5.1), y de la cantidad de STAs activas legacy, l′, y 802.11ax,
m′ (de manera análoga a los casos anteriores, diferenciando ahora entre los
dos tipos de STAs).

La acción consiste en seleccionar dos valores de CW : CWax usado para dar
lugar a los env́ıos MU de los clientes de la nueva enmienda (configurado en
la STA que env́ıa tramas agregadas) y CWlegacy usado para que los de las
enmiendas anteriores accedan al medio (configurado en las demás STAs y en
el AP). Al igual que antes, el agente no elige directamente valores de CW ,
sino de un parámetro α que toma valores continuos en [0, 6] y luego calcula
la CW usando la expresión (4.2).

La recompensa usada sigue siendo el throughput de la red, normalizado
adecuadamente para que tome valores en [0, 1].

Con el objetivo de obtener resultados preliminares en este escenario de coexis-
tencia, se trabajó con env́ıos UDP UL, en un escenario estático con cantidades fijas
de STAs 802.11ax (representadas con la abstracción comentada) y legacy, notadas
como m y l, respectivamente. En primer lugar, se realizaron corridas sin interven-
ción del agente y con valores de CW establecidos a mano para obtener valores
óptimos de referencia (análogamente a como se hizo con redes TCP). Dado que
cuando la STA que emula 802.11ax logra transmitir env́ıa m segmentos, mientras
que cuando lo hace una legacy env́ıa solo 1, es razonable esperar que los valores de
CWax tiendan a ser pequeños y los de CWlegacy tiendan a ser grandes. Para redu-
cir el barrido en simulaciones realizado, se mantuvo fijo el valor de CWlegacy en el
más grande que se puede configurar y se varió CWax desde el más pequeño hasta
algunos valores más grandes. En la Tabla 5.4 se muestran algunos resultados de
esta prueba, resaltándose el caso en que se logró el mejor resultado de throughput.
Además, para dicho caso, se registró el reparto de throughput entre dispositivos
legacy y 802.11ax, donde se obtuvo un valor de 2 Mbps para los primeros y uno de
92 Mbps para los segundos, aproximadamente.

Como siguiente paso, se realizó el entrenamiento del sistema, obteniéndose los
resultados que se muestran en la Figura 5.8. La primera observación a realizar es
respecto a los valores de throughput alcanzados, los cuales son muy superiores a
los vistos en los otros casos, aśı como los valores de probabilidad de colisión que
son sensiblemente bajos comparados con otros casos de env́ıos UL. Esto sin dudas
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Tabla 5.4: Caso de coexistencia entre clientes 802.11ax y legacy. Valores obtenidos mediante
simulaciones en ns-3. Valores de CWlegacy, CWax y parámetros asociados para distintas can-
tidades de STAs legacy y 802.11ax. Se resalta en verde el par de valores de CW con el que
se obtuvo el valor de throughput más elevado.

l l′ m = m′ CWlegacy CWax p S[Mbps]
15 6 10 1023 15 0,008 93,78
15 7 10 1023 30 0,008 87,47
15 9 10 1023 60 0,009 77,52
15 10 10 1023 90 0,009 70,09
15 10 10 1023 120 0,010 64,29
15 10 10 1023 180 0,011 55,85

habla de un mejor desempeño del nuevo acceso al medio introducido en 802.11ax,
el cual permite un uso mucho más eficiente del canal con mayor env́ıo de datos y
menos colisiones. Por otro lado, poniendo foco en el desempeño del agente en śı,
se tiene que para CWlegacy se selecciona el valor más grande posible, lo cual está
alineado con el razonamiento expuesto en el párrafo anterior. En lo que respecta
al valor de CWax, si bien se elige un valor relativamente pequeño, el agente no es
preciso en seleccionar el valor más pequeño posible, el cual habilitaŕıa a lograr el
mayor throughput posible (ver Tabla 5.4).

Más allá de los resultados espećıficos obtenidos, es clara la priorización que
se da en el sistema a las transmisiones MU de los clientes 802.11ax, excluyendo
aśı a las transmisiones de los clientes legacy. Esto es debido a que, en la fase
de entrenamiento, se buscó maximizar el throughput de la red (utilizando este
parámetro como la recompensa del agente), sin considerar criterios de justicia entre
clientes. La idea de justicia entre clientes de distintos tipos (con velocidades de
env́ıo de datos diferentes) en redes IEEE 802.11 ha sido ampliamente abordada en
múltiples estudios. Algunos de ellos se enfocan en la equidad de tiempo de aire, que
se traduce en un reparto justo de ancho de banda del canal a lo largo del tiempo.
Existen variaciones en su implementación, como el regulador de token-bucket [98],
el planificador de turnos rotativos de déficit de tiempo aire [99], el controlador de
ventana de contención [100] y el 802.11e TXOP [101]. Otros trabajos, en cambio,
emplean la noción de equidad proporcional para permitir un equilibrio entre la
equidad y la eficiencia del espectro. Básicamente, este concepto refiere a que el
throughput individual de cada nodo es proporcional a su velocidad de env́ıo de
datos. Por ejemplo, en el trabajo [102] se introduce un algoritmo CSMA modificado
que implementa esta idea y compara su desempeño con otros criterios de equidad,
incluido el de equidad de tiempo de aire.

Teniendo en cuenta lo anterior, se entiende que una recompensa más adecuada
seŕıa una que garantice que una proporción del ancho de banda total del canal sea
utilizado por clientes de las versiones anteriores del estándar, mientras que el resto
pueda ser empleado por los de la nueva versión. La definición de estas proporciones
es un desaf́ıo en śı mismo, ya que depende de la cantidad de clientes de las distintas
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Figura 5.8: Desempeño del método E-CCOD para el caso de coexistencia entre clientes
802.11ax y legacy. Valores obtenidos mediante simulaciones en ns-3. Evolución de CWlegacy,
CWax, probabilidad de colisión, throughput y recompensa acumulada en fase de entrenamien-
to, utilizando un escenario estático con n = 25 STAs.
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versiones que se esperen en la red y de poĺıticas que se quieran implementar en
dicha red (podŕıa optarse por darle cierta prioridad a los clientes 802.11ax o, por el
contrario, podŕıa buscarse garantizar un buen desempeño de los clientes tradicio-
nales). Quizás, la forma correcta de contemplar estas caracteŕısticas, que además
vaŕıan caso a caso, sea permitir al administrador de red regular la proporción de
throughput total “dedicado” a clientes legacy y a 802.11ax. Para ello, bastaŕıa con
trabajar con una recompensa parametrizable y con reentrenar el agente luego de
realizar ajustes en dichas proporciones.

En el presente caṕıtulo se propuso el método E-CCOD para la optimización del
rendimiento de redes IEEE 802.11 mediante la predicción correcta de los valores de
CW . Luego, se evaluó su desempeño en distintos escenarios de operación realistas
(env́ıos UDP y TCP, sentidos UL, DL y UL+DL, y variaciones en la cantidad de
clientes y en el tráfico cursado), pudiendo constatar que dicho método funciona de
manera satisfactoria en todos ellos. A continuación, se modificó el sistema construi-
do para poner a prueba un ejemplo de aplicación de una red con clientes 802.11ax
y legacy en coexistencia. Este tipo de escenarios tiene la particularidad de que el
agente debe seleccionar dos valores de CW , uno para cada tipo de clientes. Como
resultado se vio que el agente logró elegir el valor más elevado posible de CW
para clientes 802.11ax y un valor bajo de CW para clientes de versiones anteriores
(pese a no haber elegido el más bajo posible), lo cual es consistente con el objetivo
de maximizar el throughput de la red, pero evidencia el problema de un reparto
justo de recursos entre estos dos tipos de clientes. Finalmente, se discutió sobre
conceptos de equidad de tiempo de aire y de equidad proporcional, y se propuso
una modificación al agente para pasar a emplear una recompensa parametrizable,
la cual garantice que determinada proporción del throughput total sea utilizado
por clientes de versiones anteriores y el restante por clientes de la nueva versión.
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Caṕıtulo 6

Conclusiones y Trabajo Futuro

6.1. Conclusiones
El foco principal del presente trabajo fue estudiar el potencial de la aplicación

de DRL a la optimización del control de acceso al medio en redes IEEE 802.11.
Dicha optimización se implementó mediante un algoritmo de ML que selecciona
valores adecuados de CW según la cantidad de clientes activos, el tipo de clientes
(802.11ax o legacy) y el tipo de tráfico cursado (TCP o UDP y distintos sentidos
de env́ıo). Adicionalmente, se generó conocimiento sobre la nueva enmienda de
IEEE 802.11, sus objetivos, las principales funcionalidades que se introducen o se
extienden de enmiendas anteriores y su desempeño en escenarios educativos (en
base a simulaciones y a pruebas con equipos comerciales).

En las evaluaciones con equipos comerciales se trabajó con redes de dispositivos
802.11ax solamente, aśı como también con redes compuestas por dispositivos de
la nueva versión del estándar y de versiones anteriores en coexistencia. Las prue-
bas exhaustivas realizadas revelaron una inmadurez en las implementaciones de
802.11ax por el momento. Por un lado, se detectó el problema con clientes Ubun-
tu y el AP Aruba, donde luego de algunos clientes en la celda las conexiones se
volv́ıan inestables y los mismos se desasociaban. Por otro lado, los resultados con
el AP Cisco Catalyst no fueron satisfactorios, siendo peores que los registrados
con 802.11n. Si bien en las pruebas con uno o dos clientes (pruebas básicas) se
hab́ıan visto mejoras en el rendimiento de Wi-Fi 6 sobre Wi-Fi 5 en algunos casos,
a medida que la red comienza a escalar, el rendimiento cae significativamente. No
obstante, es de esperar que estos problemas se resuelvan a medida que la tecnoloǵıa
madure. Llama la atención la preponderancia del tráfico UL sobre el DL visto en
las pruebas, algo que sucedió de manera inversa en la prueba de referencia con
802.11n. Dado que el nuevo estándar no prioriza expĺıcitamente el tráfico UL, lo
que se observa puede deberse a que en ciertas implementaciones del proceso en-
cargado de la asignación de recursos (scheduler de RUs) se busque favorecer las
transmisiones en ese sentido para responder a nuevas caracteŕısticas del estándar,
como los escenarios de IoT.

En cuanto a los simuladores de red, también existe una inmadurez en la imple-
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mentación del nuevo estándar, lo que se traduce en limitaciones en las funcionali-
dades ofrecidas. En los dos simuladores de red empleados, al momento de realizar
las pruebas no se hab́ıa implementado fielmente el mecanismo de acceso al medio
propuesto en 802.11ax, lo que compromete los resultados obtenidos. Sin embargo,
a partir de la versión 34 (liberada el 14 de julio de 2021) se comienzan a incorporar
conceptos de OFDMA, lo que habilita a conducir pruebas más representativas a
futuro.

Dejando de lado los comentarios asociados a la evaluación de desempeño del
nuevo estándar y la situación actual de sus implementaciones, es de interés poner
foco en el trabajo realizado en torno a la aplicación de DRL a la optimización del
control de acceso al medio en redes IEEE 802.11. En primer lugar, se analizó un
modelo teórico de este tipo de redes (el modelo de Bianchi) para comprender, al
menos en un caso ideal, los principales parámetros que deben considerarse para la
búsqueda de una CW tal que se maximice el throughput de la red. De este análisis
se puede afirmar que la probabilidad de colisión y la cantidad de STAs son dos
parámetros de suma importancia.

Posteriormente, se realizó una revisión bibliográfica para comprender si DRL
era una técnica de ML adecuada para abordar la problemática a trabajar y pa-
ra conocer el trabajo relacionado. De esta forma se encontró un antecedente del
uso de DRL para la optimización del control de acceso, el cual teńıa problemas
serios de diseño e implementación que condućıan a un desempeño inaceptable en
la mayoŕıa de los casos probados. El agente de DRL propuesto en dicho trabajo
solo funcionaba de manera razonable si se lo entrenaba con una cantidad fija de
STAs y luego se lo evaluaba con la misma cantidad, lo cual no aporta valor en la
práctica y está alejado de lo que es la operación real de una red. No obstante, este
estudio fue de gran utilidad como primer acercamiento a la temática y por brindar
una implementación que sirvió como punto de partida para el sistema construido.

Entonces, tomando como base el trabajo previo mencionado, y a partir del
análisis del modelo teórico de Bianchi, se propuso el método E-CCOD, el cual
incorpora como variables de estado la probabilidad de colisión y la cantidad de
STAs activas en la red. De esta forma se obtuvo un desempeño satisfactorio del
agente de DRL en redes donde se varió la cantidad de STAs significativamente (la
máxima variación probada fue de 5 a 50). Luego, se extendió su funcionamiento a
escenarios t́ıpicos de la realidad actual: env́ıos TCP en sentido UL, DL y UL+DL
y redes que en distintos momentos cursan distinto tipo de tráfico (se probaron dos
tipos bien diferenciados en términos del valor de CW óptimo a elegir: TCP DL y
UDP UL), logrando resultados exitosos en todos ellos. Finalmente, se implementó
un ejemplo de operación en redes donde coexisten clientes 802.11ax y legacy, de-
biendo una vez más extender al algoritmo, en este caso para que fuera capaz de
seleccionar dos valores de CW .

Los resultados del último experimento muestran una mejora significativa en los
valores de throughput y de probabilidad de colisión, en comparación a los demás
escenarios evaluados con el mismo tipo de tráfico (UDP UL). En concreto, este
fue el único experimento cuyos valores de CW no estuvieron muy cercanos a los
óptimos, aunque śı fue clara la preferencia a configurar el valor de CW más grande
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posible para los clientes legacy y valores pequeños para los 802.11ax. Más allá de
eso, dichos resultados indican que, efectivamente, el nuevo acceso al medio previsto
por 802.11ax logra un uso mucho más eficiente del canal. Sin embargo, también
evidencia que, si no se configuran criterios de justicia entre clientes 802.11ax y
legacy de manera expĺıcita, la tendencia natural de un sistema cuyo único ob-
jetivo es maximizar el throughput de la red es la de priorizar las transmisiones
multiusuario de los clientes del primer tipo, frente a las transmisiones (de un solo
usuario) de los clientes del segundo tipo. Por esta razón, en el presente trabajo
se discutieron alternativas para modificar el sistema construido en pro de introdu-
cir estos criterios, como por ejemplo emplear una recompensa parametrizable, la
cual garantice que determinada proporción del throughput total sea utilizado por
clientes de versiones anteriores y el restante por clientes de la nueva versión.

6.2. Trabajo Futuro
Como trabajo futuro se plantea repetir las medidas con equipos comerciales

una vez se hayan liberado versiones de software de los equipamientos de red y de
los dispositivos terminales más estables. En relación a esto, seŕıa de gran interés
para la academia, la industria en general y, en particular, para Ceibal incorporar
a esta evaluación una mayor cantidad de modelos de equipos y nuevos escenarios
relacionados a la educación que no sean necesariamente un salón de clases (e.g.
salón de conferencias, patio exterior, etc.). De la misma forma, se podŕıa aprovechar
que se encuentra disponible la versión 34 o superior de ns-3 para implementar
nuevamente las simulaciones realizadas. Esta versión promete haber incorporado
conceptos de OFDMA, por lo que su representación del nuevo acceso al medio
debeŕıa ser más fidedigna.

En lo que refiere al desarrollo y evaluación de desempeño del método E-CCOD,
si bien se probaron distintas configuraciones de red, seŕıa bueno complementarlas
incorporando nuevos casos de uso o bien profundizando en los casos de uso ya
planteados con pruebas más exhaustivas. En particular, se debe seguir trabajando
en el escenario de coexistencia de clientes 802.11ax y legacy. En primer lugar, se
debe realizar una implementación del sistema en una versión de ns-3 más reciente,
de forma de poder generar los env́ıos multiusuario de OFDMA con funcionalida-
des del simulador en lugar de hacerlo con una abstracción. Para esto, es necesario
además utilizar la versión 1.0.1 o superior de la herramienta ns3-gym, la cual per-
mite trabajar con versiones de ns-3 superiores a 29. Luego, seŕıa muy interesante
evaluar cómo reacciona el algoritmo frente a cambios en la cantidad de clientes o
en el tipo de tráfico en una red de este estilo. Finalmente, es de suma relevancia
extender la discusión realizada respecto de emplear una recompensa que incorpore
criterios de justicia entre los clientes de diferentes versiones del estándar. Las dis-
tintas recompensas consideradas debeŕıan ponerse a prueba a nivel de simulaciones
para comprender cómo impactan en el desempeño del agente y, en consecuencia,
de la red.

Por otro lado, si se quisiera implementar el método construido para optimizar el
control de acceso en redes reales (e.g. las de Ceibal), se debe definir de qué manera
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y con qué frecuencia se entrenará el modelo, para luego cargarlo en los equipos de
red f́ısicos. Por supuesto, estos equipos deberán ser de código abierto, ya que los
equipos comerciales, al trabajar con software privado, no permiten adaptaciones
o agregados. En el presente trabajo se puso foco en una sola técnica de DRL
(DDPG); sin embargo el trabajo tomado de base planteaba dos (DDPG y DQN)
y existen otras. Previo a llevar este sistema a la práctica seŕıa bueno evaluar otras
alternativas y seleccionar la más adecuada en términos de precisión, rapidez de
convergencia, consumo de recursos, etc.

Como última ĺınea de acción a futuro planteada, podŕıa trabajarse en extender
la operación del método E-CCOD a redes con múltiples APs. En ese caso, en cada
AP se ubicaŕıa un agente de DRL, los cuales intercambiaŕıan información útil (a
determinar) entre śı y, de esta manera, podŕıan incorporar información del estado
de las celdas vecinas a la selección de los valores de CW .
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con la misma cantidad (fila 3). . . . . . . . . . . . . . . . . . . . . 45

5.1. Caso TCP saturado. Valores obtenidos mediante simulaciones en
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probaron env́ıos UL, DL y UL+DL; para los primeros dos casos el
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lizando un escenario estático con n = 25 STAs. . . . . . . . . . . . 66

86





Esta es la última página.
Compilado el martes 12 julio, 2022.

http://iie.fing.edu.uy/

http://iie.fing.edu.uy/

	Agradecimientos
	Resumen
	Introducción
	Contexto y Motivación
	Trabajo Realizado y Principales Aportes
	Organización del Documento

	Evolución del Estándar IEEE 802.11
	Repaso Histórico
	El Estándar IEEE 802.11ax
	Nuevas Funcionalidades

	Desempeño de IEEE 802.11
	Modelo Teórico Legacy
	Evaluación de Desempeño de IEEE 802.11ax


	Aprendizaje Profundo por Refuerzo
	Inteligencia Artificial y Aprendizaje Automático
	Aprendizaje Profundo
	Aprendizaje por Refuerzo
	Algoritmos

	Aprendizaje Profundo por Refuerzo
	Algoritmos


	Aplicación de Aprendizaje Profundo por Refuerzo al Control de Acceso en Redes IEEE 802.11
	Trabajo Relacionado
	Desempeño del Agente para el Caso UDP

	Presentación y Evaluación del Método E-CCOD para la Optimización del Control de Acceso en IEEE 802.11
	Presentación del Método
	Evaluación de Desempeño del Método
	Caso UDP
	Caso TCP
	Caso con Variaciones en el Tráfico Cursado

	Aplicación del Método a Redes con Clientes IEEE 802.11ax y Legacy

	Conclusiones y Trabajo Futuro
	Conclusiones
	Trabajo Futuro

	Referencias
	Índice de tablas
	Índice de figuras

