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RESUMO 

O Método da Interseção Normal à Fronteira (NBI) é normalmente usado para gerar pontos 

equidistantes e uniformes na geração da fronteira de Pareto para problemas de otimização 

multiobjetivo não-lineares, oferecendo um conjunto de soluções ótimas. Estendendo-se a 

aplicação deste método ao Projeto de Parâmetro Robusto Multiobjetivo (MRPD) modelado 

por uma matriz combinada, o NBI pode ser muito útil para descobrir o melhor conjunto de 

variáveis controláveis capazes de minimizar o efeito das variáveis de ruído. No entanto, 

quando as diversas funções objetivo são correlacionadas o método NBI falha ao produzir 

resultados irreais e fronteiras não convexas que, influenciado pela atuação dos pesos,  tenta 

separar as funções objetivo correlacionadas. Este inconveniente pode ser contornado se a 

Fronteira de Pareto for gerada a partir de funções não correlacionadas representadas pelos 

escores de componentes principais. Assim, acoplando o método NBI à Análise de 

Componentes Principais (PCA). Para os dados experimentais obtidos com matrizes 

combinadas, este trabalho apresenta uma abordagem capaz de tornar o processo menos 

sensível à variabilidade provocada por variáveis de ruído, enquanto identifica o conjunto de 

pontos ótimos numa fronteira de Pareto uniformemente distribuída. A aplicabilidade do 

método é ilustrada com a otimização de um processo de fresamento do aço AISI 1045. A 

confirmação da eficiência do método se dá após a fase de otimização, no qual três pontos da 

fronteira foram escolhidos para execução dos experimentos de confirmação. O planejamento, 

por meio de um Taguchi L9, indicou a necessidade de 27 experimentos para testar uma 

diferença de magnitude de 0,2 mm para Ra e 1,8 mm para Rt com um poder (1-β) de 82%, 

considerando-se, para cada resposta, nove condições de ruído. Os resultados dos experimentos 

de confirmação se localizaram dentro dos intervalos de confiança estabelecidos para médias e 

variâncias, respectivamente, o que demonstra a capacidade do método NBI-PCA de mitigar a 

influência das variáveis de ruído em processos de respostas múltiplas para qualquer peso 

desejado. 

Palavras-chave: Interseção Normal à Fronteira (NBI), Projeto Robusto de Parâmetros 

Multiobjetivo (MRPD), Análise de Componentes Principais (PCA), Fronteira de Pareto, 

Arranjo Combinado, Correlação. 

  



ABSTRACT 

Normal Boundary Intersection is traditionally used to generate equispaced and uniform 

spread Pareto Frontiers for non-linear multi-objective optimization problems providing a set 

of optimal solutions. Extending its application to multiobjective robust parameter design 

(MRPD) modeled by a combined array, NBI can be very useful to find out the optimal set of 

controllable variables capable of minimize the effect of noise variables properly. However, 

when the several objective functions are correlated the NBI method tends to fail producing 

unreal results and non convex frontiers since the influence of weights acts in the attempt of 

separate the correlated objective functions. This drawback may be reversed if the Pareto 

Frontier be designed with uncorrelated functions represented by the scores of principal 

components. Hence, coupling NBI with Principal Component Analysis (PCA) for 

experimental data obtained with a combined arrays, this paper presents an approach capable 

of make the process less sensitive to variability provoked by noise variable while identifies the 

set of optimal points in a equispaced and continuous Pareto frontier. This theoretical 

proposal is illustrated and confirmed with the optimization of an end milling process of AISI 

1045 steel. After optimization phase, three points of the frontier were chosen for confirmation 

runs. A L9 Taguchi design with 27 runs was used for testing a difference of  magnitude 0.2 μm 

and 1.8 μm for responses (Ra and Rt respectively) with a power (1-β) of 82%, considering 

each one of nine noise conditions. The confirmation runs  fell within the prediction confidence 

intervals established for means and variances respectively, which shows the NBI-PCA ability 

of mitigating the influence of noise variables in multiresponse processes for any desired 

weight.    

Keywords: Normal Boundary Intersection (NBI), Multiobjective Robust Parameter Design 

(MRPD), Principal Component Analysis (PCA), Pareto Frontier, Combined array, 

Correlation 
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1 INTRODUÇÃO 

A Interseção Normal à Fronteira (NBI, do inglês Normal Boundary Intersection) é um 

método de otimização multiobjetivo desenvolvido por Das e Dennis (1998) para compensar as 

deficiências atribuídas ao método de somas ponderadas como, por exemplo, a incapacidade de 

encontrar soluções ótimas para regiões não convexas da fronteira de Pareto, mesmo quando 

estas existem. Neste caso, geralmente, um conjunto de Pareto não-convexo com soluções 

ótimas viáveis podem se agrupar em regiões de extrema curvatura, porém, sem continuidade 

ao longo da fronteira (DEB, 2011). 

Embora o método NBI tenha sido utilizado com o propósito de plotar uma fronteira de 

Pareto equiespaçada e contínua com pontos de ótimo, a sua utilização também pode ser 

estendida para problemas industriais envolvendo múltiplas funções objetivo formadas por 

interações entre as variáveis controláveis e as variáveis de ruído. Estas interações podem ser 

elaboradas através de um planejamento experimental chamado DOE.  

No Projeto de Experimentos (DOE, do inglês Design of Experiments), as variáveis de 

ruído são inseridas na matriz de controle, geralmente representada por um Arranjo Composto 

Central (CCD, do inglês Central Composite Design), que conduz a uma "matriz combinada" 

(Montgomery, 2009). Uma vez que a variável dependente (Y) é medida, as equações de média 

e variância podem ser obtidas calculando as derivadas parciais da superfície de resposta 

estimada ( ̂) em termos dos fatores de ruído, que por sua vez é estimado utilizando os 

Mínimos Quadrados Ordinários (OLS, do inglês Ordinary Least Squares). Então, supondo 

que existam várias características estimadas em um processo ou produto industrial específico 

( ̂i), que deveria ser otimizado, o NBI torna-se uma opção muito útil para descobrir o 

conjunto robusto de variáveis controláveis capazes de minimizar o efeito das variáveis de 

ruído, adequadamente.  Este efeito também é expresso como uma equação de variância. A 

abordagem de otimização, aqui utilizada, é chamada de Projeto Robusto de Parâmetro 

Multiobjetivo (MRPD, do inglês Multiobjective Robust Parameter Design). Assim, um 

problema simples de MRPD é intrinsecamente um problema de otimização bi-objetivo 

composto por funções objetivo de média e de variância.  

Suponha agora, ξ (quantidade) modelos estimados para média, então, ter-se-á a mesma 

quantidade de modelos para variância. Em seguida, haverá um problema de otimização 
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multiobjetivo com 2ξ equações estimadas e ξ superfícies de resposta dupla. Portanto, o 

compromisso industrial de oferta de produtos de qualidade que emprega a otimização 

simultânea de blocos para equações de médias e variâncias torna-se uma tarefa não trivial 

(Kazemzadeh et al., 2008). 

Além dos efeitos da interação ruido-controle, outra particularidade associada ao MRPD 

é a presença de forte correlação entre as várias respostas estimadas. Este aspecto da 

otimização multivariada é muito comum na indústria e geralmente produz modelos de 

regressão instáveis e coeficientes imprecisos, que podem modificar substancialmente os 

resultados da otimização, conduzindo a resultados irreais (Box et al., 1973; Khuri e Conlon, 

1981; Bratchell, 1989; Tang e Xu, 2002; Quesada e Del Castillo, 2004; Jeong et al., 2005; 

Wu, 2005; Lee e Park, 2006; Govindaluri e Cho, 2007; Yuan et al., 2008; Paiva et al., 2009; 

Kovach e Cho, 2009; Shaibu e Cho, 2009; Shin et al., 2011;. Paiva et al., 2012; Brito et al., 

2014).  

A influência da correlação é fundamental na construção da fronteira de Pareto. Uma 

vez que a fronteira é obtida por meio da ponderação entre uma função com dois ou mais 

objetivos, se a correlação é forte e se a mesma for negligenciada, os pesos serão 

igualitariamente divididos para atender os dois objetivos concomitantemente, promovendo 

uma situação que, na prática, não ocorre. Em outras palavras, pode ser possível obter uma 

excelente fronteira de Pareto composta por soluções viáveis, porém, irreais.  

Assim, para evitar esta inconsistência na fronteira, as funções objetivo obtidas por 

meio de arranjos de superfície de resposta devem ser não correlacionadas. Este procedimento 

pode ser feito usando uma técnica estatística multivariada denominada Análise de 

Componentes Principais (PCA, do inglês Principal Component Analysis). A análise de 

componentes principais extrai os autovetores da variância-covariância ou a matriz de 

correlação e estes são utilizados como pesos para multiplicar os valores padronizados do 

conjunto de dados original. Este novo conjunto de dados, chamado escores de componentes 

principais, são úteis para construção de novas superfícies de resposta não correlacionadas 

(RSM-PCA). 

A abordagem RSM-PCA (RSM, do inglês Response Surface Methodology) usada para 

tratar problemas com arranjos combinados difere da maioria das abordagens de RPD, devido 
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às equações de média e variância dos escores dos componentes principais ponderados serem 

obtidas a partir de uma equação de superfície de resposta de controle-ruído. Além de reduzir 

as dimensões, esta abordagem multiobjetivo apresenta duas outras vantagens: (i) considera a 

correlação entre as várias respostas; e (ii) gera Fronteiras de Pareto convexas para funções de 

média (fμ) e variância (fσ
2
). Ademais, a abordagem de componentes principais ponderados já 

foi utilizada com sucesso por alguns autores (Lopes et al., 2013; Gomes et al., 2013; Peruchi 

et al., 2013; Paiva et al., 2010). 

Com o NBI é possível a geração de fronteiras convexas com soluções equidistantes ou 

mesmo, a determinação de pontos ótimos viáveis em regiões não convexas da fronteira. Deste 

modo, estendendo-se o conceito de fronteiras equiespaçadas convexas para o problema de 

múltiplos duais correlacionados, esta tese tenciona propor e testar formulações de otimização 

não-linear restrita (NLP, do inglês Nonlinear Constrained Programming) envolvendo 

fronteiras de Pareto para múltiplas grandezas correlacionadas através da utilização de uma 

abordagem híbrida multiobjetivo conciliando RPD – NBI – PCA para Arranjos Combinados. 

Para validar a capacidade do método foi utilizado um estudo de caso da operação de 

fresamento do aço ABNT 1045 com dureza de 180HB, fresado com insertos de metal duro 

ISO P25. Os resultados desta aplicação confirmaram a eficácia do método, apresentando os 

seguintes resultados: índice de coeficiente de ajuste (R
2
 adj.) acima de 80% e uma fonteira de 

Pareto uniformemente distribuída, plotada com pontos de ótimo numa região convexa,  

indicando que os problemas de conflitos foram contornados e que o método foi capaz de 

contornar os efeitos da correlação e identificar os parâmetros que atendem às múltiplas 

respostas. Por último, os experimentos de confirmação comprovaram que os efeitos 

provocados pelos ruídos foram mitigados, portanto, não foram significativos para os 

resultados. 

 Objetivo Geral 1.1.

Desenvolver um método de otimização robusta multivariada para arranjos combinados 

envolvendo a análise de componentes principais e o método NBI, para geração de fronteiras 

convexas de Pareto equiespaçadas. 
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1.1.1. Objetivos específicos 

 Desenvolver um método com capacidade de identificar os parâmetros que atendam às 

múltiplas respostas contornando as situações de conflitos gerados em problemas de 

otimização multivariada; 

 Reduzir os efeitos dos ruídos para que estes não sejam significativos para os 

resultados; 

 Comprovar que o efeito da correlação pode levar a resultados irreais; 

 Elevar o índice de explicação do modelo maximizando os percentuais de R
2 

adj. e 

minimizando as variâncias; 

 Ratificar, por meio dos experimentos de confirmação, que os valores previstos pelo 

método são factíveis. 

 Justificativas 1.2.

Encontrar uma combinação de métodos que torne os processos menos sensíveis à 

variabilidade, situação comum na execução de um conjunto de atividades ou tarefas, é uma 

preocupação constante para as indústrias e um desafio a ser explorado pelos pesquisadores. 

O projeto robusto de parâmetros (RPD) é uma alternativa conhecida, assim como, a 

fusão deste com a metodologia de superfície de resposta (RSM). Porém, pouco difundida para 

os casos de múltiplas respostas.   

A análise de componentes principais (PCA) é outra alternativa explorada, quando se 

trabalha com otimização multiobjetivo, pois, além de reduzir o número de funções objetivo, 

elimina a influência da correlação sobre os regressores destas funções. A estrutura de 

correlação, presente nas variáveis de controle e nas variáveis de respostas, sempre foi um 

problema sério que afeta os resultados das pesquisas. No entanto, alguns pesquisadores 

ignoram este aspecto e executam suas atividades sem considerá-la ou tomar conhecimento de 

sua existência.   

Então, qual a combinação ideal que incorpora a capacidade de identificar os 

parâmetros robustos, sem ignorar os efeitos da correlação, e ainda, apontar os pontos de ótimo 

na geração de fronteira uniformemente distribuída? 
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A resposta para este problema de pesquisa está no desenvolvimento e aplicação do 

método NBI-PCA para Arranjos Combinados para grupos de média e variância. Esta  é uma 

abordagem híbrida e inédita. Portanto, espera-se que, com esta combinação de métodos, seja 

possível responder ao problema de pesquisa e cumprir com todos os objetivos elencados no 

item anterior. 

 Contribuição científica 1.2.1

Com o objetivo de comprovar a relevância do trabalho e a sua contribuição no campo 

da pesquisa, realizou-se uma análise bibliométrica focando os três temas principais desta tese: 

Interseção normal à fronteira (NBI), projeto robusto de parâmetros multiobjetivo (MRPD) e  

análise de componentes principais (PCA). 

A análise bibliométrica foi realizada no dia 30/04/2015 contemplando os trabalhos 

disponíveis nas seguintes bases de dados: Scopus, Emerald, ISI Web of Knowlwdge, Taylor & 

Francis e Scielo. De acordo com Herculano e Norberto (2012), as bases utilizadas são fontes 

importantes de periódicos multidisciplinares reconhecidos internacionalmente. Os mesmos 

autores ressaltam a abrangência da Scopus como a maior base de dados de artigos e resumos e 

destacam que a Scielo, incorparada pela Scopus, disponibiliza um grande número de 

periódicos abrangendo 12 países ibero-americanos, entre eles, o Brasil. 

Na análise bibliométrica foram realizadas buscas pelas palavras de forma separadas e,  

em seguida, procuraram-se pelas três palavras-chave em conjunto. Em ambas as pesquisas, o 

período de busca ficou em aberto, de modo que a análise foi processada de 30/04/2015, até 

onde houvesse registros. Na pesquisa das três palavras-chave, em conjunto, o refino da busca 

se concentrou na aparição das palavras-chave no título, no resumo e palavras-chave das obras. 

Em nenhuma das cinco bases de dados foram encontrados trabalhos, que como esta tese, 

combinam estes três campos de pesquisa. Os resultados desta pesquisa podem ser observados 

no Quadro 1.1. 
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Quadro 1.1 – Análise bibliométrica das obras publicadas por palavra-chave 

Bases de dados 
Normal 

Boundary 

Intersection 

Principal 

Component 

Analysis 

Multiobjective 

robust parameter 

design 

NBI + PCA + 

MRPD 

Scopus 420 110.929 369 0 

Emerald 1.518 20.268 41 0 

ISI Web of Knowlwdge 379 107.077 217 0 

Taylor & Francis 24 12.918 404 0 

Scielo 0 668 1 0 

Então, de acordo com a análise realizada, comprova-se o ineditismo da combinação 

dos métodos NBI-PCA para um projeto robusto multiobjetivo e destaca-se a contribuição 

desta tese para solução de problemas reais.   

 Limitações 1.3.

O principal objetivo desta tese é desenvolver um método de otimização robusta 

multivariada para arranjos combinados, envolvendo a análise de componentes principais e o 

método NBI para geração de pontos de ótimo na fronteira de Pareto. Espera-se que este novo 

método sirva de base para outras pesquisas e possa ser utilizado por algumas indústrias. 

Sendo assim, as limitações deste trabalho são caracterizadas por alguns elementos utilizados 

no estudo, tais como: 

 Conforme apresentado, este trabalho limitou-se ao processo de fresamento do aço 

ABNT 1045 com dureza de 180HB, fresado com insertos de metal duro ISO P25. 

Mas, espera-se que o método possa ser aplicado a diferentes processos de manufatura 

com outros tipos de aço, assim como outras ferramentas de corte.   

 Para o planejamento e a realização dos experimentos, considerou-se apenas o arranjo 

composto central (CCD) para 7 variáveis com 10 pontos centrais, eliminando-se os 

pontos axiais relacionados com as variáveis de ruído. Diferentes níveis da variável de 

controle e de ruído formaram uma combinação de fatores e níveis que expressa as 

possíveis variações que podem ocorrer durante a operação de fresamento. Isto faz com 
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que os modelos matemáticos desenvolvidos fiquem restritos aos comportamentos 

desses arranjos;  

 Todas as análises estatísticas e gráficas foram realizadas com auxílio do software 

Minitab 16. Portanto, nenhum outro software foi desenvolvido para resolução do caso 

apresentado; 

 A Técnica de análise de componentes principais foi aplicada somente sobre as 

respostas originais 

 Pontos de ótimo – Para identificação destes pontos foi utilizado o algoritmo gradiente 

reduzido generalizado (GRG, do inglês Generalized Reduced Gradient), disponível no 

pacote de suplementos do programa Excel da Microsoft. Portanto, a obtenção dos 

mesmos pontos de ótimo fica restrita à utilização desta ferramenta.  

 

 Estrutura do trabalho 1.4.

Este trabalho está dividido em seis capítulos. O primeiro capítulo tem o objetivo de 

familiarizar o leitor a respeito dos métodos de otimização multivariada e multiobjetivo e como 

eles se encaixam no contexto industrial. Chama atenção, quanto à existência de forte 

correlação entre as respostas que, se negligenciada, pode interferir no processo de otimização,  

conduzindo a resultados irreais. Ainda, no decorrer deste primeiro capítulo, contextualiza-se 

os objetivos da tese e listam-se as justificativas que motivam a execução desse trabalho e a 

sua relevância, os objetivos gerais a serem alcançados e as delimitações do trabalho, 

finalizando-se com esta apresentação sobre a estrutura do mesmo. 

O capítulo 2 apresenta a revisão bibliográfica dos temas importantes para o 

desenvolvimento da pesquisa. Aborda os principais conceitos relacionados a projeto robusto 

de parâmetro, otimização multiobjetivo, erro quadrático médio multivariado, análise de 

componentes principais, bem como outras técnicas encontradas em alguns trabalhos 

publicados no meio científico. Em alguns momentos, fundamentado na literatura, destaca as 

vantagens e desvantagens do uso das metodologias e das técnicas apresentadas.  

O capítulo 3 trata da contribuição da tese, abordando o procedimento para utilização 

da otimização multivariada e o desenvolvimento do método NBI acoplado à análise de 
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componentes principais para arranjos combinados. São também apresentados dois fluxos que 

descrevem todo desenvolvimento do trabalho, assim como, o desenvolvimento do algoritmo 

NBI-PCA escrito em forma de equação. 

O capítulo 4 descreve a aplicação do método, passando antes por uma breve 

explanação sobre o processo de fresamento, os materiais e os equipamentos envolvidos nos 

experimentos. Apresenta a composição do arranjo combinado, conforme sugerido por 

Montgomery (2009), e os níveis das variáveis de controle e de ruído, finalizando-se com a 

execução dos experimentos e o registro das respostas. 

O capítulo 5 apresenta os resultados verificados por meio dos diferentes métodos 

aplicados com o intuito de compará-los e realçar as vantagens e desvantagens encontradas. 

Além disso, expõe o planejamento e execução dos experimentos de confirmação para 

comprovar a efetividade do método desenvolvido. 

Por fim, o capítulo 6 apresenta as conclusões do trabalho e as oportunidades de 

pesquisa para trabalhos futuros. 
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2 REVISÃO BIBLIOGRÁFICA 

O objetivo deste trabalho é desenvolver e aplicar um método de otimização robusta 

multivariada para arranjos combinados considerando a estrutura de correlação existente entre 

as variáveis de controle e de resposta. Problemas de otimização, geralmente envolvem 

objetivos conflitantes, pois desejam maximizar uma variável e minimizar outra 

simultaneamente. Para contornar os conflitos originados em situações desta natureza, fez-se 

necessário a utilização e a combinação de algumas metodologias. Sendo assim, este capítulo 

pretende apresentar, por meio de uma revisão bibliográfica dos conceitos de cada 

metodologia, como estas são utilizadas e qual a importância das abordagens na obtenção dos 

resultados. 

 Projeto Robusto de Parâmetros 2.1.

 Os estudos e pesquisas por métodos que tornem os processos mais estáveis são 

preocupações que sempre atraem a atenção. Uma alternativa, conhecida como Projeto 

Robusto de Parâmetros (RPD), foi proposta por Taguchi (1986), o qual é um método que 

combina arranjos experimentais (originalmente arranjos ortogonais de Taguchi) e técnicas de 

otimização para a determinação dos níveis ótimos das variáveis de controle, tornando assim, o 

processo menos sensível à influência das variáveis de ruído, o que conduz à redução da 

variabilidade do processo e do distanciamento da média em relação ao alvo proposto para a 

característica do produto (Quesada e Del Castillo, 2004; Robinson et al., 2006; Ardakani e 

Noorossana, 2008; Shin et al., 2011; Asiltürk e Neseli, 2012). Originalmente, o método foi 

desenvolvido para ser aplicado com um arranjo experimental chamado “cruzado”, o qual 

combina um arranjo interno formado pelas variáveis de controle com outro externo 

constituído pelas variáveis de ruído. Assim, cada combinação experimental das variáveis de 

processo é testada em diversos cenários formados pelas variáveis de ruído. Certamente, a 

alteração dos cenários provoca a mudança do valor da característica, originando um valor de 

variância para cada combinação experimental. Posteriormente, os valores de média e 

variância são modelados e otimizados. Embora seja bastante difundida entre os pesquisadores, 

a metodologia RPD de Taguchi sofre muitas críticas devido a uma variedade de falhas 

percebidas, principalmente no que diz respeito às inconsistências matemáticas e estatísticas 

(NAIR, 1992; BOYLAN e CHO, 2013). Neste contexto, destaca-se Nair (1992), que 

apresenta um painel de discussão sobre o tema com opiniões de alguns pesquisadores 
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reconhecidos internacionalmente. Outra crítica diz respeito à limitação do método. Por se 

tratar de um modelo linear, o método de Taguchi torna-se incompatível para utilização em 

problemas multiobjetivos (NAKAGAWA e KIRIKOSHI, 2012). Todavia, existe um relativo 

consenso de que a garantia da qualidade de produtos e serviços só pode ser conseguida 

considerando-se a redução da distância entre média e alvo, com minimização simultânea da 

variância desta característica (SHIN et al., 2011). A principal polêmica ao RPD de Taguchi 

está relacionada à incapacidade do arranjo cruzado em revelar as interações entre variáveis de 

controle e variáveis de ruído (Quesada e Del Castillo, 2004; Montgomery, 2009), além da 

relativa desconfiança entre os pesquisadores no que diz respeito à razão sinal/ruído. Surge, 

ainda, outra questão na qual alguns pesquisadores acreditam que a metodologia de Taguchi 

apenas facilita a melhoria do processo, em vez de otimizá-lo (BOYLAN et al., 2013). Para 

contornar estas desvantagens em relação ao método original, os pesquisadores têm buscado 

alternativas de modelos de RPD com ênfase no planejamento de experimentos e na 

metodologia de superfície de resposta. Vining e Myers (1990) e Box e Jones (1992), que estão 

entre os primeiros a criar alternativas ao modelo de Taguchi, propuseram o uso dos arranjos 

de superfície de resposta (RSM), como o CCD (Central Composite Design), por exemplo, na 

forma de um arranjo “combinado”. Neste tipo de arranjo, a variável de ruído é incorporada ao 

arranjo experimental das variáveis de controle, geralmente excluindo-se os pontos axiais 

referentes às variáveis de ruído adicionadas. Usando o princípio da propagação de erro (POE, 

do inglês Propagation of Errors), calculam-se as derivadas parciais da equação de regressão 

da superfície de resposta f(x, z) destas variáveis, em relação aos fatores de ruído, obtendo-se 

as equações da média e da variância para cada característica de interesse (QUESADA e DEL 

CASTILLO, 2004; MONTGOMERY, 2009). Destaca-se que f(x, z) é um polinômio 

quadrático que contém todas as interações entre variáveis de controle e ruído 

(MONTGOMERY, 2009). 

Apesar de bastante útil, a abordagem RPD-RSM ainda é pouco difundida para os casos 

de múltiplas respostas, situação muito comum nas aplicações industriais de DOE (Quesada e 

Del Castillo, 2004; Kazemzadeh et al., 2008 e Paiva et al., 2012). Esta aplicação é ainda mais 

escassa quando as múltiplas respostas são correlacionadas (Govindaluri e Cho, 2007; Paiva et 

al., 2009). Mesmo nos trabalhos que envolvem a aplicação de técnicas multivariadas, que 

reconhecem a influência da estrutura da correlação sobre a determinação dos coeficientes dos 

regressores, as interações entre variáveis de ruído e controle são geralmente negligenciadas, 
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sendo as equações de média e variância obtidas por intermédio dos arranjos cruzados ou 

réplicas experimentais (TANG e XU, 2002; JEONG et al., 2005; LEE e PARK, 2006; 

GOVINDALURI e CHO, 2007;  KOVACH e CHO, 2009; SHAIBU e CHO, 2009; SHIN et 

al., 2011; PAIVA et al., 2012). A presença de correlação em múltiplas respostas pode causar 

a instabilidade dos modelos estimados, aumento do erro de previsão, superajuste devido o 

erro aleatório ou ruído (overfiting), erros nos coeficientes dos regressores e outros, o que pode 

modificar substancialmente os resultados dos algoritmos de otimização que utilizam estas 

equações como funções objetivo ou restrições (BOX et al., 1973; KHURI e CONLON, 1981; 

BRATCHELL, 1989; WU, 2005; YUAN et al., 2008).   

Quando duas ou mais variáveis aleatórias são definidas em um espaço probabilístico, é 

útil descrever como elas variam conjuntamente; isto é, é útil medir a relação entre as 

variáveis. Uma medida comum da relação entre duas variáveis aleatórias é a covariância, que 

é uma medida de relação linear. Há outra medida da relação entre duas variáveis aleatórias 

que é mais fácil de interpretar do que a covariância, a correlação. A correlação expressa a 

relação entre variáveis quantitativas. Para quaisquer duas variáveis aleatórias x e y, a 

correlação entre essas variáveis, denotada por  ρxy é  

 
yx

xy

xy



 

 

(2.1) 

onde ρ representa a correlação populacional. 

A correlação só escalona a covariância através do desvio-padrão de cada variável. Assim, 

a correlação é uma grandeza adimensional que pode ser usada para comparar as relações 

lineares entre pares de variáveis em diferentes unidades (MONTGOMERY e RUNGER, 

2011). 

 Metodologia de Superfície de Resposta 2.2.

De acordo com Box e Draper (1987), Montgomery e Runger (2011), Montgomery 

(2009) e Mao et al., (2011), a Metodologia de Superfície de Resposta é uma coleção de 

técnicas matemáticas e estatísticas utilizada para modelar e analisar problemas nos quais a 

resposta de interesse é influenciada por muitas variáveis e o objetivo é a otimização desta 

resposta, reduzindo o número de experimentos para avaliar os fatores e suas interações.  Por 
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exemplo, suponha que se deseje encontrar quais os níveis de temperatura (x1) e pressão (x2) 

que maximizem o rendimento (y) de um processo. O processo de rendimento (y) é em função 

dos níveis de temperatura e pressão, como segue: 

   21, xxfY  (2.2) 

onde representa o ruído ou erro observado na resposta y. A superfície representada pela 

equação E(Y) = f (x1, x2) =  , então,  = f (x1, x2) e esta área é chamada de superfície de 

resposta, conforme representado pela Figura 2.1. 

 

Figura 2.1 – Superfície de resposta. 

Fonte: Gomes, 2013 

Na maioria dos problemas de superfície de resposta, a relação entre a resposta e as 

variáveis independentes é desconhecida (ABBASI e MAHLOOJI, 2012). Assim, o primeiro 

passo dentro da RSM é encontrar uma aproximação adequada para o verdadeiro 

relacionamento entre y e o conjunto de variáveis. Geralmente, um polinômio de baixa ordem é 

empregado em alguma região das variáveis independentes. Se a resposta é bem modelada por 

uma função linear das variáveis independentes, então a próxima função é um modelo de 

primeira ordem. 

  kk xxxY 22110
 

(

(2.3) 

onde:  y – Resposta de interesse  

 xi – Variáveis independentes  

 βi – Coeficientes a serem estimados  
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 k – Número de variáveis independentes  

 ε – Erro experimental 

De acordo com Box e Draper (1987), supondo que a resposta esperada E(Y) seja 

função de K variáveis preditoras x1, x2,..., xk, codificadas de tal maneira que o centro da região 

de interesse é a origem (0, 0, ..., 0), o relacionamento entre y e as variáveis preditoras pode ser 

expresso segundo uma expansão em Série de Taylor, tal que: 

...
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(2.4) 

onde a letra grega η (eta) é um valor médio e o subscrito zero indica a avaliação na origem. Se 

os termos de alta ordem forem ignorados, a expansão produzirá: 
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(2.5) 

Se, em adição, forem mantidos os termos de segunda ordem, a aproximação se tornará: 
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 (2.6) 

Se houver curvatura no processo, então um polinômio de ordem mais alta deve ser 

utilizado, tal como um modelo de segunda ordem, por exemplo. 

ε
jj

j11
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  (2.7) 

Segundo Box e Draper (1987) quase todos os problemas de superfície de resposta 

utilizam um desses dois modelos, identificados pelas Equações 2.3 e 2.7, ou, em alguns casos, 

ambos. Contudo, é improvável que um modelo polinomial seja uma aproximação razoável do 

modelo real em todo o espaço experimental coberto pelas variáveis independentes, mas, pelo 

menos para uma determinada região, ele funcionará muito bem (MONTGOMERY, 2009). 

Os parâmetros (β) do modelo polinomial podem ser estimados utilizando-se o método 

dos Mínimos Quadrados Ordinários, representados na forma matricial   YXXXβ
T1T 

ˆ . 
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Geralmente, quando se está em um ponto da superfície de resposta que está distante do 

ponto de ótimo, a curvatura do sistema é bem pequena, de onde decorre que um modelo de 

primeira ordem seja adequado para modelar a resposta. O objetivo experimental é, então, 

caminhar rápida e eficazmente em direção às proximidades da região de ótimo. Uma vez que 

tal região é encontrada, um modelo mais elaborado deve ser utilizado, tal como o de segunda 

ordem. Neste estágio, deve-se localizar o ponto de ótimo (PAIVA, 2006). 

Enfim, a metodologia de superfície de resposta pode ser usada para modelar, analisar e 

otimizar tanto a média (μ) quanto a variância (σ
2
) de uma característica de qualidade (y). 

Neste contexto, conforme explicitado por Yeniay et al., (2006), a variância era assumida 

como pequena e constante. Porém, caso este pressuposto não se realizasse, o modelo de 

superfície de resposta para média não era alcançado e os resultados da otimização enganosos. 

Para contornar esta situação, Vining e Myers (1990) propuseram, inicialmente, uma 

abordagem que contemplava média e variância simultaneamente, conhecida como superfície 

de resposta dual (DRS, do inglês Dual response surface). As DRS formam uma classe de 

problemas RSM na qual se gera uma superfície de resposta para a média  xŷ  e outra para 

variância  x
2̂  de cada característica, utilizando para tal as réplicas experimentais, os 

arranjos cruzados ou combinados. Estas funções, usualmente escritas como modelos de 

mínimos quadrados ordinários (OLS, do inglês Ordinary Least Squares) de segunda ordem, 

podem ser utilizadas em algoritmos de otimização em diferentes esquemas de função objetivo 

e restrições (DEL CASTILLO et al., 1999; KAZEMZADEH et al., 2008). Vining e Myers 

(1990), por exemplo, estabeleceram a variância como função objetivo, tal que a sua 

minimização,  x
2

x
ˆ  


Min , ficasse sujeita à satisfação da restrição   Ty xˆ , onde T é o alvo 

para a média da característica  xŷ . O problema foi resolvido usando o método dos 

multiplicadores de Lagrange, um conceito bastante difundido em NLP, através do qual um 

problema restrito pode ser resolvido pelas derivadas parciais de um problema irrestrito. Shin e 

Cho (2005) propuseram um método similar, sugerindo a minimização da variância sujeita a 

deslocamentos específicos da média em relação ao alvo,   Ty xˆ , como restrição. 

De forma geral, nos trabalhos de RPD, a combinação de média, alvo e variância em 

uma única função objetivo que deve ser minimizada, é a escolha mais comum. Esta função é 

conhecida como “Erro Quadrático Médio”. 
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 Otimização Multiobjetivo 2.3.

A otimização de problemas com múltiplos objetivos consiste em obter uma solução 

ótima com vários termos sujeitos a um conjunto de restrições. Às vezes, alguns dos termos da 

função objetivo têm metas opostas e melhorar uma delas consiste em piorar a outra. Neste 

contexto, a otimização com múltiplos objetivos é considerada por Zavala et al., (2014) como 

uma das ferramentas mais valiosas. 

2.3.1. Erro Quadrático Médio 

O erro quadrático médio (MSE, do inglês Mean Square Error) é uma abordagem  

empregada  por diversos pesquisadores,  Vining  e  Myers (1990),  Lin  e  Tu  (1995) e  

Köksoy  e  Yalcinoz  (2006),   na otimização simultânea de média e variância  para  múltiplas  

respostas  independentes  e  não  correlacionadas. 

A função objetivo MSE     22
ˆ 


TyMin

x
x  é restrita apenas ao espaço experimental 

de solução (Lin e Tu, 1995; Cho e Park, 2005; Lee e Park, 2006; Kazemzadeh et al., 2008; 

Steenackers e Guillaume, 2008; Kovach e Cho, 2009; Shin et al., 2011; Paiva et al., 2012). 

Supondo, porém, que média e variância possam ter diferentes graus de importância, a função 

objetivo MSE pode assumir a forma ponderada     xx
2

2

2

1
ˆˆ  wTywMSEw , na qual 

os pesos 
1w  e 

2w  são constantes positivas pré-especificadas (BOX e JONES, 1992; LIN e TU, 

1995; TANG e XU, 2002; KAZEMZADEH et al., 2008). Estes pesos também podem ser 

escolhidos a partir de diferentes combinações convexas, de tal modo que 121 ww , com w1 

e w2 > 0, gerando um conjunto de soluções não inferiores (Pareto ótimas) como em problemas 

de otimização multiobjetivo (TANG e XU, 2002). 

 O que foi visto anteriormente em termos de modelos, consideram o MSE de apenas 

uma característica. Todavia, semelhante ao caso univariado, o conceito de MSE pode ser 

estendido para problemas de múltiplos duais, utilizando algum operador de aglutinação de 

funções objetivo, como as somas ponderadas, por exemplo, (Yang e Sen, 1996; Busacca et 

al., 2001). Neste caso, a função objetivo global se torna.  

  




p

i

iiiT TyMSE

1

22 ˆˆ   (2.8) 
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Se diferentes graus de importância forem atribuídos a cada MSE, a função objetivo 

global se torna, como proposto por Köksoy (2006): 

  



p

i

iiii

p

i

iiT TywMSEwMSE
1

22

1

ˆˆ   (2.9) 

 Certas combinações mostram resultados interessantes. Partindo-se do princípio que 

cada parte da função MSE possa ter um peso diferente, ou seja, a minimização da variância 

pode ser tão importante quanto a minimização do deslocamento da média e vice-versa, então, 

pode-se combinar as abordagens anteriores e se obter: 

    



p

i

iiiiiT wTywMSE
1

22
ˆ1ˆ   (2.10) 

 As somas ponderadas, como descrito na Equação (2.10), são amplamente utilizadas 

(Govindaluri e Cho, 2007; Shin et al., 2011; Boylan et al., 2013) para gerar soluções de 

compromisso (trade-off) em problemas multiobjetivo e formam, via de regra, um conjunto de 

possíveis soluções provenientes do conceito dominância de Pareto.  

Abraham, Jain e Goldberg (2005), dizem que uma solução pode ser melhor, pior ou 

indiferente a outras soluções. Para exemplificar as relações de dominância, considere a 

seguinte otimização multiobjetivo para um problema com m variáveis de decisão x e n 

objetivos Y, conforme mostrado na Equação (2.11),  

 

Yyy

XxxOnde

xxfxxfMinimizar

n

m

mnm







),,(                      

),,(              

)),,(,),,,((f     

1

1

111







y

x

x

Υ

 (2.11) 

onde x é chamado de vetor de decisão, X espaço de decisão, y vetor objetivo e Y espaço 

objetivo.  

De acordo com os trabalhos publicados por Mandal e Mukhopadhyay (2012) e 

Brigatto (2011), seja um problema de minimização com dois vetores de decisão x1 e x2. 

Determina-se, então, que a solução encontrada em x1 é dominante e não-dominada em relação 

à solução de x2 se ocorrer:  
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m..., 2, 1,i   ),()( 21  xfxf ii  (2.12) 

e se, em pelo menos um objetivo i, ocorrer: 

)(  )( 2i1 xfxfi   (2.13) 

Desta forma, para uma determinada solução possível, a verificação das relações de 

dominância resulta na classificação do espaço objetivo em regiões de dominância, conforme 

mostrado na Figura 2.2 para um conjunto de funções bidimensionais. 

 

Figura 2.2 – Relações de dominância de regiões do espaço objetivo. 

Fonte: Adaptado de Brigatto 2011. 

Para consolidar o entendimento das relações de dominância e níveis de dominância, 

Brigatto (2011) utiliza algumas figuras bastante esclarecedoras. Conforme pode ser observado 

na Figura 2.3a, no conjunto A, B e C, as soluções são indiferentes entre elas, pois não há uma 

relação de dominância. Quando incluída uma solução D, Figura 2.3b, esta passa a ser não 

inferior em relação ao ponto B. Assim, o conjunto não dominado é formado pelas soluções A, 

C e D. Todavia, com a inclusão de novas soluções E, que domina a solução A, e F, que 

domina as soluções C e D (Figura 2.3c), então o conjunto não-dominado será agora formado 

pelos pontos E e F, pois estes pontos são indiferentes entre si. Logo, as várias negociações 

resultam em diversos conjuntos de pontos indiferentes entre si, que representam os diversos 

graus de dominância entre as soluções potenciais (Figura 2.3d), (BRIGATTO, 2011). 

(Min) f2

(Min) f1

A

12

34

Regiões:

1  Dominada pela solução A

2

3

4  Domina A

Indiferentes a A
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Figura 2.3 – Relações de dominância e níveis de dominância. 

 Fonte: Adaptado de Brigatto 2011. 

 Nenhum vetor de uma solução de Pareto-ótimo pode ser melhorado em qualquer 

função objetivo sem causar uma degradação em, pelo menos, um dos outros objetivos. Eles 

representam, nesse sentido, as soluções ótimas-globais, pois satisfazem a todas as restrições 

de pelo menos um dos objetivos e é a solução que causa menos danos para qualquer outra. 

Nota-se que um conjunto ótimo de Pareto não contém necessariamente todas as soluções 

Pareto-ótimo num espaço de decisão. Em um caso real à tomada de decisão, o trade-off, que é 

caracterizado por uma situação de conflito, é necessário para a obtenção de soluções ótimas. 

Ele reflete as variações de valores que ocorrem entre funções objetivo, quando o incremento 

em uma função implica, consequentemente, em uma redução do valor de outra função 

objetivo. O conjunto de vetores objetivos y, corresponde a um conjunto de vetores de decisão 

x, Pareto-ótimo, e é chamado de Fronteira de Pareto. 
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2.3.2. Fronteira de Pareto 

Para Berezkin e Lotov (2014) e Martínez et al., (2009), a solução de um problema de 

otimização com múltiplos objetivos é geralmente encontrada por meio da construção da 

fronteira de Pareto. Berezkin e Lotov (2014) acrescentam que  esta é uma técnica que atrai 

muito interesse, principalmente por não envolver procedimentos complicados para identificar 

os pontos de ótimo. O tomador de decisão examina as opções  na fronteira de Pareto e indica 

diretamente o ponto, que na sua percepção, é o mais vantajoso.  A Fronteira de Pareto é um 

conjunto de soluções viáveis em que a ênfase em determinado objetivo resultará em 

resultados menos valorosos para os demais objetivos. 

Nesta fronteira, cada ponto é um candidato à solução para o problema. Assim, ao invés 

de se obter uma resposta única que se aproxima do ótimo global no espaço de busca, obtém-se 

um conjunto de soluções no qual cada uma denota uma forma possível de equilibrar os 

objetivos de uma maneira globalmente ideal (YOO e HARMAN, 2007).  Entretanto, se o 

conjunto de soluções de Pareto for não convexo, a fronteira passa a ser não convexa e 

descontínua, formando clusters de soluções Pareto-ótimas em regiões de grande curvatura, 

porém, descontínuas no espaço de soluções, (Figura 2.4), o que é típico de problemas mal 

condicionados. É importante destacar que um vetor de decisão S*
x  é Pareto-ótimo se 

nenhum outro vetor Sx  existir de maneira que    *
xx ii ff  , para todo i = 1, 2, …, k. 

 

Figura 2.4 – Desvantagens do Método de Somas Ponderadas. 

Fonte: Paiva et al., 2012 
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 Como tal, as somas ponderadas dificilmente detectarão soluções nas regiões não 

convexas da fronteira ou em fronteiras não convexas (descontínuas) que, eventualmente, 

podem existir. Além disso, este método não é capaz de gerar uma fronteira uniformemente 

espaçada, mesmo quando a distribuição dos vetores de peso seja uniforme (SHUKLA e DEB, 

2007; VAHIDINASAB e JADID, 2010). O método das somas ponderadas, segundo Messac e 

Mattson (2002), falha na captura dos pontos de Pareto onde a fronteira é não convexa. 

Todavia, mesmo que a curva fosse convexa, o método não produziria uma distribuição 

equilibrada dos pontos na curva de Pareto (DAS e DENNIS, 1997). 

Para superar as desvantagens encontradas no método das somas ponderadas, Das e 

Dennis (1998) propuseram o método da Interseção Normal à Fronteira, no qual é possível a 

construção de fronteiras contínuas e uniformemente distribuídas, independentemente da 

distribuição dos pesos ou das escalas relativas entre as diversas funções objetivo. 

Empregando-se este método é possível identificar, visualmente (Figura 2.5), todos os pontos 

de ótimo plotados na curva da fronteira de Pareto.  

  

(a) Método NBI (b) Somas Ponderadas 

Figura 2.5 – Comparação entre NBI e o Método de Somas Ponderadas. 

Fonte: Paiva et al., 2012 

2.3.3. Interseção Normal à Fronteira - NBI 

De acordo com Zangeneh et al., (2008) o método NBI é uma abordagem para resolver 

problemas de otimização multiobjetivo que pode ser descrita, geralmente, conforme Eq. 2.14  

0)(      ,0)(   :  

)}(),(2),(1{)(min





xhxgaSujeito

xfnxfxfxF 
 (2.14) 
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O Método NBI foi desenvolvido por Das e Dennis (1998) para compensar as 

deficiências atribuídas ao Método de Somas Ponderadas. Em contraste com o Método de 

Somas Ponderadas, a abordagem NBI tem a capacidade de encontrar uma distribuição quase 

uniforme que contém as opções de solução Pareto-ótimos na fronteira. Isso faz com que o NBI 

se aproxime de uma alternativa mais viável em relação ao Método de Somas Ponderadas na 

resolução de problemas não convexos (GANESAN et al., 2013). 

Das e Dennis (1998) enumeram algumas vantagens obtidas com a utilização do NBI. 

Estas vão desde a capacidade de desenvolver  uniformemente pontos para gerar a fronteira de 

Pareto ao trade-off, que otimiza vários níveis diferentes para garantir o melhor resultado. O 

ponto de partida para execução do método NBI envolve o cálculo dos elementos da matriz pay 

off, que representa os valores ótimos das múltiplas funções objetivo minimizados de modo 

individual. O vetor de solução que minimiza individualmente a i-ésima função objetivo  xf i

é representado por 
*

ix , de modo que o valor mínimo de  xf i  neste ponto seja  **

ii xf . 

Quando se substitui o ponto de ótimo individual 
*

ix  obtido na otimização da função objetivo 

nas demais funções, tem-se  *

ii xf  que é, portanto, um valor não ótimo dessa função. 

Repetindo-se este algoritmo para todas as funções, pode-se representar a matriz pay off como: 
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(2.15) 

Na Eq. 2.15, cada linha de    é composta por valores mínimos e máximos de  xf i . Já  

   apresenta os valores de    escalonados como sugere a equação 2.16.  

 
 

U

i

N

i

U

ii

ff

fxf
xf




  mi ,,1  (2.16) 

 

No método NBI, estes valores podem ser usados para normalizar as funções objetivo, 

principalmente quando as mesmas são representadas por escalas ou unidades diferentes. De 
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maneira semelhante, escrevendo o conjunto de ótimos individuais em um vetor, tem-se

      Tmmii

U xfxfxff *****

1

*

1 ,,  . Este vetor é denominado Ponto de Utopia que, 

quando resolvido individualmente, representa o ponto onde todos os objetivos têm seus 

valores ótimos. Os pontos de Utopia, para cada objetivo, estão na diagonal principal da matriz 

pay off e os seus extremos representam os Pontos de Ancoragem.  

O intervalo de variação de cada função objetivo está limitado por um valor Nadir que é 

representado pelo valor máximo de cada linha da matriz pay off . Agrupando-se estes valores, 

isto é, os nãos ótimos de cada função objetivo, têm-se  TN

m

N

i

NN ffff ,,1  . Este 

vetor é denominado de Pontos Nadir (JIA e IERAPETRITOU, 2007), que corresponde ao 

pior valor para todas as funções objetivo (UTYUZHNIKOV et al., 2009). A partir destes dois 

conjuntos de pontos extremos é possível executar a normalização das funções objetivo. 

Segundo Aronés (2009) as funções objetivo normalmente têm diferentes significados 

físicos ou ordens de magnitude. Geralmente, faz-se necessária a transformação das mesmas 

para que o problema possa ser analisado em um espaço de objetivos normalizados. A 

normalização das funções objetivo é uma transformação que converte o intervalo da função 

objetivo ao intervalo [0,1]. Esta transformação é realizada para cada função objetivo fi, 

considerando as coordenadas dos pontos Nadir e o ponto utópico.   

A normalização obtida pela Eq. 2.16 conduz consequentemente, à normalização para 

cada elemento da matriz pay off, fazendo com que a sua diagonal principal tenha somente 

valores de zero (0) e os outros elementos tenham valores entre 0 e 1.  Desta forma, o ponto 

utópico normalizado   e o ponto Nadir normalizado f 
N
 são definidos como:   0,,0 ,0 Uf  

e  )1 ,,1 ,1( Nf .  Assim, um problema com duas funções objetivo tem o Ponto de Utopia 

normalizado com f 
U
 = (0, 0), o Ponto Nadir com f 

N 
= (1,1) e os pontos de ancoragem com f1 

= (1, 0) e f2= (0, 1).  

De acordo com Vahidinasab e Jadid (2010), as combinações convexas de cada linha da 

matriz pay off, formam a “Envoltória Convexa de Mínimos Individuais” (CHIM, do inglês 

Convex Hull of Individual Mínima), ou ainda, a Linha de Utopia (Figura 2.6) 

(UTYUZHNIKOV et al., 2009).  
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Figura 2.6 – Método da Interseção Normal à Fronteira (NBI). 

Fonte: Paiva et al., 2012 

 Ressalta-se que uma distribuição igualmente espaçada de pontos ao longo da linha de 

utopia não garante uma distribuição uniforme de pontos na fronteira de Pareto. A Figura 2.6 

ilustra os principais elementos associados à otimização bi-objetivo. Observa-se que, além do 

ponto de Utopia e do ponto Nadir, existe um ponto de ancoragem para cada função objetivo 

na região do problema. As coordenadas do ponto âncora i são os valores das funções objetivo 

e representam as soluções de duas funções  **

ii xf  otimizadas individualmente
 

(Jia e 

Ierapetritou, 2007; Utyuzhnikov et al., 2009). As coordenadas do ponto âncora i podem ser 

extraídas da coluna i da matriz de pay off. Ainda, na Figura 2.6, é ilustrado como o método 

NBI funciona. Os pontos a, b e e são pontos genéricos na linha de utopia, calculados a partir 

da matriz pay off escalonada, iwΦ  , que sofrerão deslocamentos a partir dos pesos aplicados e  

o ponto D representa um vetor normal ao plano utópico. Considerando um conjunto de 

valores convexos para os pesos, w, tem-se que 
iw Φ  representará um ponto na linha de utopia. 

Fazendo n̂  denotar um vetor unitário normal à linha de utopia nos pontos 
iw Φ  na direção da 

origem; então,  ˆ  Φ nDw , com  RD , representará o conjunto de pontos no espaço de solução 

entre a linha de utopia e a fronteira de Pareto (JIA e IERAPETRITOU, 2007; SHUKLA e 
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DEB, 2007).  O ponto de interseção desta normal com a fronteira da região viável, que for 

mais próximo da origem, corresponderá à maximização da distância entre a linha de utopia e a 

Fronteira de Pareto. Desse modo, o método NBI pode ser escrito como um problema de 

programação não-linear restrita, tal que: 

 

 




x

xFnDwΦSujeito

D

                   

ˆ  :a 

            
t,x

Max

 (2.17) 

onde D é um vetor a ser maximizado,  iwΦ  
 
corresponde a uma matriz pay off escalonada e Ω 

a uma região viável. 

O problema de otimização representado pelo sistema de Equações (2.17) pode ser 

resolvido iterativamente para diferentes valores de w, o que cria, por conseguinte, uma 

Fronteira de Pareto igualmente espaçada. Uma escolha comum proposta por Jia e Ierapetritou 

(2007) é fazer  


1
1

i in ww . Por uma questão de simplificação, o parâmetro conceitual 

D pode ser algebricamente eliminado da Equação (2.17), dado que ele está tanto na função 

objetivo quanto nas restrições de igualdade. Para o caso bidimensional, esta expressão 

simplificada pode ser reescrita como: 
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0       

012 :a 21
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w      

xg

wxf xf Sujeito

xf Min 

j

 (2.18) 

onde  xf 1
 e  xf2

 representam duas funções objetivo escalonadas (normalizadas). 

 O método NBI pode ser útil também para a geração de fronteiras uniformemente 

distribuídas para o caso de múltiplos duais correlacionados. No entanto, observa-se que o 

método falha ao ignorar a correlação entre as respostas. Considerando apenas a matriz de 

peso, o método gera resultados que, na prática, não são possíveis de realizar. 

 Ressalta-se que  xf 1
 e  xf2

 poderiam ser uma equação de média e outra de 

variância ou funções multivariadas EQMM – Erro Quadrático Médio Multivariado - (Paiva et 
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al., 2009; 2012) representativas de um bloco de médias e outro bloco de variâncias, 

respectivamente. Para entender como as funções EQMM podem substituir adequadamente 

estes dois blocos de respostas que eventualmente serão correlacionadas, no próximo item, será 

abordado o método de otimização multivariada. 

 Otimização de Parâmetro Robusto Multivariado 2.4.

Para Hair et al., (2009), qualquer análise simultânea de mais de duas variáveis pode ser 

considerada, em geral, como uma análise multivariada. Algumas técnicas de análise 

multivariada fornecem meios de executar, em uma única análise, o que anteriormente exigia 

múltiplas análises univariadas.  

2.4.1. Análise de Componentes Principais 

A Análise de Componentes Principais, segundo Johnson e Wichern (2007) e Xu e Lu 

(2011) é uma técnica estatística multivariada amplamente utilizada para resumir em um 

número pequeno de combinações lineares os padrões comuns de variação entre as variáveis de 

interesse. Suponha que      xfxfxf p,...,, 21  sejam funções correlacionadas escritas a partir do 

vetor aleatório  p

T YYYY ,...,, 21 . Assumindo que Σ seja a matriz de variância covariância 

associada a este vetor, então Σ pode ser fatorada em pares de autovalores-autovetores  

   
ppii ee ,,...,   , onde 0...21  p , de tal modo que a i-ésima combinação linear 

seja ppiii

T

ii YeYeYeYePC  ...2211  com pi  ,...,2,1 . O i-ésimo componente principal 

pode ser obtido a partir da maximização desta combinação linear, restrita ao fato de que a 

(i+1)-ésima combinação linear seja independente da anterior, ou seja, a covariância entre as 

duas combinações lineares seja nula. Na Figura 2.7 é apresentada a interpretação geométrica 

dos componentes principais, na qual se pode observar que a quantidade de informações 

aglutinadas nos primeiros eixos da componente principal é bastante significativa. 
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Figura 2.7 – Interpretação geométrica dos componentes principais. 

Fonte: Johnson e Wichern (2007) 

Nota-se que dois componentes consecutivos são retas ortogonais entre si. É possível 

reter nestes dois componentes, PC1 e PC2 (PC, do inglês principal component), a maior 

quantidade de variância do conjunto de dados originais (KLADSOMBOON e 

KERDCHAROEN, 2012). 

Geometricamente, as variáveis das componentes principais PC1 e PC2 são os eixos do 

novo sistema de coordenadas obtido pela rotação do sistema original. Os novos eixos 

representam as direções de variabilidade máxima. Na Figura 2.8 há duas variáveis originais, 

x1 e x2, e duas componentes principais PC1 e PC2. A primeira componente principal, PC1, 

responde pela maior parte da variabilidade das duas variáveis originais. 

 

Figura 2.8– Representação gráfica das variáveis originais e as componentes principais. 

Fonte: Montgomery (2004) 

PC1

PC2
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Na Figura 2.9, são ilustradas três variáveis originais do processo. A maior parte da 

variabilidade ou movimento dessas três variáveis está em um plano, de modo que foram 

usadas apenas duas componentes principais para descrevê-las. Nesta figura, novamente, PC1 é 

responsável pela maior parte da variabilidade, mas uma quantidade não trivial é também 

devida a segunda componente principal PC2. Este é, na verdade, o principal objetivo dos 

componentes principais: achar o novo conjunto de direções ortogonais que definem a 

variabilidade máxima dos dados originais, que se espera, levará a uma descrição do processo 

requerendo consideravelmente menos variáveis do que as p variáveis originais 

(MONTGOMERY 2004). 

 

 

Figura 2.9 – Representação das variáveis do processo. 

Fonte: Montgomery (2004) 

De uma forma geral os componentes principais k podem substituir as p variáveis 

originais em um conjunto menor de dados. O primeiro componente principal (Pozo et al., 

2012) explica a maior parte da variância do problema, seguido pelo segundo componente 

principal e assim por diante. Na prática, é comum obter em apenas 2 ou 3 das primeiras 

componentes principais mais que 90% das informações necessárias (Moita e Neto, 1998; 

Yacoub e MacGregor, 2004), sem que haja prejuízo para o estudo. Isto quer dizer que existe 

quase tanta informação em k componentes principais quanto nas p variáveis originais.  

O método mais utilizado para estimar o número de componentes principais 

significantes, é baseado no critério de Kaiser (JOHNSON e WICHERN, 2007). Segundo este 

critério, quando se utiliza a matriz de correlação na análise de componentes principais, apenas 

PC2

PC1
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os componentes principais que apresentarem autovalores > 1,0 devem ser mantidos para 

representar o conjunto original. Além disso, a variância acumulada explicada pelos 

componentes principais deve ser superior a 80%. Este critério é adequado quando utilizado 

com uma matriz de correlação, conforme mencionado, caso contrário, a matriz de covariância 

somente poderá ser utilizada para um conjunto original de respostas escritas em alguma 

escala. 

Do ponto de vista da otimização multiobjetivo, a aplicação da PCA é extremamente 

vantajosa. Primeiro, porque permite a redução do número de funções objetivo, o que reduz 

drasticamente a complexidade do problema e, segundo, porque a utilização das combinações 

lineares elimina a influência da correlação sobre os regressores das funções objetivo. É por 

isto que esta técnica tem sido extensamente aplicada em problemas de MOP (do inglês 

Multiobjective Programming), (DUBEY e YADAVA, 2008; PAIVA et al., 2010; POZO et 

al., 2012; SABIO et al., 2012; REZAEE e MOINI, 2012). 

Geralmente, os parâmetros Σ e ρ são desconhecidos, o que conduz à utilização das 

matrizes de correlação amostral Rij e variância-covariância Sij (Johnson e Wichern, 2007). Se 

as variáveis de interesse forem escritas no mesmo sistema de unidades ou se forem 

previamente padronizadas, a escolha mais comum para a extração dos componentes é a matriz 

Sij; caso contrário, deve-se utilizar a matriz de correlação Rij. A matriz de variância-

covariância pode ser escrita como:  
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(2.19) 

Assim, os elementos da matriz de correlação da amostra Rij podem ser obtidos como: 
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Como salienta Johnson e Wichern (2007), em termos práticos, o PC é uma combinação 

linear não correlacionada, expresso em termos de uma matriz de escores. Considerando-se os 

autovetores extraídos das matrizes Rij ou Sij, o escore do p-ésimo componente principal pode 

ser calculado como: 
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 (2.21) 

No caso das superfícies de resposta, p-ésimo componente principal pode ser escrito em 

função dos parâmetros de entrada do arranjo, gerando modelos quadráticos para estes escores. 

Valores ótimos podem ser obtidos pela localização do ponto estacionário da superfície 

multivariada ajustada dos componentes principais. O objetivo é encontrar um conjunto de x’s 

que possam otimizar a função objetivo multivariada (PC1), sujeito a uma única restrição que 

define a região de interesse. 

Para Bratchell (1989) existem dois tipos de dificuldades na otimização de múltiplas 

respostas baseada em componentes principais. A primeira dificuldade está relacionada ao 

conflito entre mínimo e máximo no mesmo grupo de variáveis que são, ao mesmo tempo, 

maximizadas ou minimizadas. Esta dificuldade aparece quando as variáveis têm autovetores 

iguais e opostos e a otimização do componente principal privilegia alguma variável em 

detrimento das outras. 

A segunda dificuldade exposta por Bratchell (1989) surge quando algumas variáveis 

são pobremente representadas por um componente principal. Otimizar tal componente não 

leva em consideração sua ineficiente representação da variável e não pode garantir a obtenção 

de um bom ponto de ótimo para estas variáveis. Isto também pode ocorrer quando algumas 

variáveis dominam o componente principal ou, mais geralmente, quando dois grupos de 

variáveis são aproximadamente ortogonais e representados por diferentes componentes 
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principais. Estas possíveis dificuldades da ACP levam à conclusão de que quanto mais 

homogêneos forem os conjuntos de análise, melhor será a representatividade proporcionada 

pelos componentes principais. 

Segundo Paiva et al., (2007) pode-se usar a análise de componentes principais de 

forma combinada com outras metodologias para se otimizar múltiplas respostas 

correlacionadas. Num processo de torneamento do aço AISI 52100 foi aplicado um modelo 

híbrido combinando a análise de componentes principais com a  metodologia de superfície de 

resposta. Os resultados mostraram a compatibilidade da teoria com a prática, pois 

conseguiram simultaneamente maximizar a taxa de remoção de material, minimizar os tempos 

de corte e  os custos, enquanto mantinham a qualidade da rugosidade desejada.   

Wang e Du (1999) afirmam que este método é particularmente útil na análise de 

grandes conjuntos de dados correlacionados. Ribeiro et al., (2010) afirmam que uma vez que 

a correlação entre as múltiplas respostas é detectada, o uso da Análise de Componentes 

Principais pode ser recomendado e a resposta y pode ser substituída pelos escores dos 

primeiros componentes principais.  

Yacoub e MacGregor (2004) utilizaram a análise de componentes principais para 

otimizar um processo químico com sete variáveis de entrada e dez variáveis de resposta 

altamente correlacionadas. Após a aplicação da ACP, verificou-se que as três primeiras 

componentes principais armazenavam informações suficientes para representar o conjunto 

original de dados. 

 Diversos outros trabalhos (Bratchell, 1989; Bucher e Bourgund, 1990; Paiva et al., 

2012; Gomes et al., 2011; Zhao et al., 2013) mostram que as superfícies de resposta de 

componentes principais representam adequadamente o conjunto original de funções objetivo 

correlacionadas. Portanto, espera-se que ele seja, também, adequado para a consonante 

aplicação com o método NBI para problemas de RPD. 

2.4.2. Otimização Dual baseada em Componentes Principais 

A abordagem dual é uma técnica introduzida por Myers e Carter (1973) que tem por 

objetivo encontrar condições de otimalidade em um conjunto de variáveis independentes que 

maximizem ou minimizem uma função f (x), denominada resposta primária, sujeita a uma 
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restrição g (x), denominada resposta secundária, que é incluída para evitar que a resposta de 

interesse se apresente fora da região experimental. Em muitas aplicações práticas existem 

apenas duas respostas de interesse: média e variância. Por isso, esta técnica é conhecida como 

técnica de abordagem dual (MYERS E CARTER; 1973). Segundo Shaibu e Cho (2009) a 

técnica dual estima separadamente as funções de respostas para média e variância e em 

seguida, com base na estratégia escolhida, otimiza simultaneamente as funções sobre a região 

experimental. Esta técnica é muito eficaz na localização das condições ótimas de operação 

(DEL CASTILLO et al., 1999). 

Quando se trata de otimização de processos, há sempre dois objetivos a serem 

alcançados: minimizar a distância entre uma resposta em relação ao seu alvo (T) e minimizar 

a sua variância. Para que estes objetivos sejam alcançados, Vining e Myers (1990) 

aconselham a utilização da Metodologia de Superfície Dual como forma de se atingir os alvos 

propostos, para cada característica de qualidade envolvida, baseando-se numa superfície de 

resposta para média e outra para a variância, ambas escritas como um polinômio de segunda 

ordem completada pelo algoritmo dos Mínimos Quadrados Ordinários. Lin e Tu (1995) 

acrescentam que essas funções podem ser combinadas, através da minimização do Erro 

Quadrático Médio (MSE), como critério de otimização simultânea de média e variância, 

conforme mostrado na Equação (2.22).  

  2

2

 


 TMSE  (2.22) 

Paiva (2008) sugeriu que a otimização de múltiplas respostas pode ser obtida por 

intermédio da aplicação do Erro Quadrático Médio Multivariado (MMSE, do inglês 

Multivariate Mean Square Error), uma adaptação ao EQM, capaz de considerar 

adequadamente a estrutura de correlação existente entre as respostas de interesse. 

Combinando-se a Metodologia de Superfície de Resposta e a Análise de Componentes 

Principais, chega-se a uma superfície de resposta ajustada para os escores dos componentes 

principais. 

Bratchell (1989) foi o primeiro pesquisador a empregar a análise de componentes 

principais associada às superfícies de respostas de variáveis de saída correlacionadas. 

Entretanto, seu trabalho não apresentou diretrizes para os casos nos quais fossem necessárias 

as considerações dos valores alvos das características. Para suprir esta necessidade, Paiva 
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(2008) propôs a formulação do Erro Quadrático Médio, um índice que incorporava as médias 

e os alvos das variáveis escritos em termos de escores de componentes principais, 

combinando as superfícies de respostas dos escores que totalizassem 80% da variância 

explicada na forma de um produtório. A formulação original do MMSE é descrita como: 
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Onde m é o número de funções MMSE, escolhidas de acordo com o número de 

componentes principais significativos, 
iPC  é a superfície de resposta para o i-ésimo 

componente principal, 
iPC  é o alvo para este componente escrito a partir do alvo da resposta 

original padronizado
pY , multiplicado pelo respectivo autovetor;  2T xx  é uma restrição 

convexa de espaço experimental, ei representa o autovetor associado ao i-ésimo componente 

principal. 

Notadamente, o método MMSE é uma adaptação do conceito de MSE para o caso de 

superfícies de resposta (funções objetivo) escritas em termos de componentes principais. Do 

mesmo modo que o método NBI pode ser aplicado a funções MSE, espera-se que ele seja 

também viável para problemas representados por funções MMSE.   

A aplicação de algoritmos que viabilizem a otimização de problemas e a estimação de 

parâmetros é uma necessidade constante. Portanto, no próximo item, serão detalhados alguns 

algoritmos aplicados neste trabalho. 

 Algoritmos  2.5.

Durante o desenvolvimento deste trabalho tem-se levantado a necessidade de criar uma 

função que concomitantemente minimize a distância entre uma resposta em relação ao seu 
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alvo (T) e minimize, também, a sua variância.  Este é um problema clássico de otimização 

não-linear (NLP) com múltiplas respostas. Köksoy (2008) afirma que, na prática, o problema 

de múltiplas respostas frequentemente é formulado como sendo um problema de otimização 

com restrições. Em geral, uma resposta é escolhida como a “resposta primária”, que será 

otimizada, sujeita às demais respostas, ditas “respostas secundárias”, como restrições. A 

maioria dos softwares de otimização disponíveis formulam os problemas de otimização não 

lineares desta maneira. 

Para resolver problemas com este perfil, Köksoy e Doganaksoy (2003) preconizam a 

utilização do algoritmo denominado Gradiente Reduzido Generalizado (GRG, do inglês 

Generalized Reduced Gradient), pois, por apresentar maior robustez, é apropriado para 

resolução de uma vasta variedade de problemas, e com maior eficiência entre os métodos de 

otimização de restrições não lineares disponíveis. 

2.5.1. Gradiente Reduzido Generalizado  

O Gradiente Reduzido Generalizado é um algoritmo desenvolvido por Lasdon et al., 

(1978) para resolver problemas de pequeno e médio porte no âmbito da programação não 

linear. Köksoy (2008) afirma que este algoritmo é a escolha mais popular, pois pode ser 

aplicado a diversos tipos de problemas não lineares com restrições de igualdade. 

O método GRG é conhecido como um método primal (KÖKSOY, 2008), e é também 

chamado de método da direção viável, apresentando, segundo Luenberger (1989), três 

significantes vantagens: (i) se o processo termina antes da confirmação do ótimo, o último 

ponto encontrado é viável devido ao fato de que cada ponto gerado no processo de pesquisa é 

viável e provavelmente próximo do ótimo; (ii) se o método gera uma sequência convergente, 

o ponto limite garante, pelo menos, um mínimo local; (iii) a maioria dos métodos primais são 

geralmente absolutos, não dependendo de uma estrutura especial, tais como a convexidade. 

O método atinge uma base teórica extensa, e assegura resultados empíricos para 

solução de problemas não lineares em geral. Como característica essencial, o método também 

apresenta uma adequada convergência global, principalmente quando inicializado 

suficientemente próximo à solução (LASDON et al., 1978). A expressão “gradiente reduzido” 

vem da substituição das restrições na função objetivo, diminuindo, então, o número de 

variáveis e, consequentemente, reduzindo o número de gradientes presentes (NASH e 
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SOFER, 1996). Uma forma geral para a programação não linear pode ser descrito como 

sugerido por Lasdon et al., (1978).  
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Onde: x é um vetor de n variáveis de processo ),...,( n1 xx ,  f é a função objetivo, e gi é 

a restrição. Os lj e uj representam, respectivamente, os limites inferiores e superiores do 

processo. Algumas formulações também incluem inequações como restrições, que, para o 

método GRG deverão ser convertidas em equações pela introdução de variáveis de folga. A 

Equação 2.26, representa um problema não linear, se uma ou mais funções f, n1 gg ,...,  forem 

não lineares. 

O modelo geral do método GRG é baseado na conversão das restrições do problema 

para uma não restrição, usando substituição direta (LASDON et al., 1978). Neste caso, o vetor 

da variável de processo x pode ser dividido em dois subvetores  TNB
, xxx   , onde 

B
x  é o m 

vetor das variáveis básicas (dependentes) e 
N

x  é o n-m vetor das variáveis não básicas 

(independentes). Reescrevendo o problema de NLP, a maneira reduzida poderia ser descrita 

como (LASDON et al., 1978; CHEN e FAN, 2002):  
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Onde 
nl  e Nu  são os vetores dos limites para Nx . 

Iniciando-se com um ponto viável x
k
, o algoritmo GRG tenta encontrar uma direção de 

movimento para aperfeiçoar a função objetivo. A direção do movimento pode ser obtida pelo 

gradiente reduzido, conforme a Equação 2.28. 
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De acordo com Lasdon et al., (1978), o algoritmo é interrompido quando a magnitude 

do gradiente reduzido no ponto corrente é tão pequena quanto o desejado. De outro modo, um 
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procedimento de pesquisa é executado para localizar um novo ponto na direção do gradiente 

reduzido. Este procedimento é executado repetidamente até que a melhor solução viável seja 

encontrada.  

Assim como o GRG, que foi utilizado visando à otimização de soluções para 

problemas não lineares, também surgiu a necessidade da estimação de alguns coeficientes. Os 

métodos dos Mínimos Quadrados Ordinários e Mínimos Quadrados Ponderados estão 

explicados no próximo item.  

2.5.2. Algoritmos de Estimação de Coeficientes: OLS e WLS 

De acordo com Myers et al., (2002), o método dos Mínimos Quadrados Ordinários 

(OLS, do inglês Ordinary Least Squares) é tipicamente usado para estimar os coeficientes de 

regressão num modelo de regressão linear múltipla.  

Para estimar os parâmetros (β) do modelo polinomial, Paiva (2006) aconselha a 

utilização do método OLS, que em forma matricial, pode ser representado como: 

  yxxx T1T
β


ˆ  (2.29) 

Sendo x a matriz de fatores codificados e y a resposta. 

Quando os erros ε não são correlacionados, mas têm variâncias desiguais, a matriz de 

covariância do ε é 
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(2.30) 

Então, o procedimento de estimação é geralmente chamado de Mínimos Quadrados 

Ponderados (WLS, do inglês Weighted Least Squares). Seja W = V
-1

. Uma vez que V é uma 

matriz diagonal, W também é diagonal com elementos diagonais ou pesos w1, w2, ... wn. A 

equação dos mínimos quadrados ponderados normais pode ser escrita como: 

   WXXWXX TT
β

1

  (2.31) 
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Neste algoritmo, as observações com grandes variâncias terão um peso menor do que 

as observações com pequenas variâncias.  

Para usar os mínimos quadrados ponderados de forma prática, é preciso conhecer os 

pesos w1, w2, ...wn. Às vezes, o conhecimento prévio, a experiência ou as informações 

baseadas em considerações teóricas básicas podem ser usadas para determinar os pesos. Em 

outras situações, pode-se descobrir empiricamente que a variabilidade na resposta é uma 

função de um ou mais regressores e, assim, o modelo pode ser adequado para prever a 

variância de cada observação e, portanto, determinar os pesos. Em alguns casos pode-se ter 

que estimar o peso, realizar as análises, re-estimar um novo conjunto de pesos com base 

nesses resultados e, em seguida realizar a análise novamente (MYERS et al., 2002). 

Os métodos dos mínimos quadrados ordinários (OLS) e mínimos quadrados 

ponderados (WLS) são bastante difundidos em diversos trabalhos científicos. Cho e Park 

(2005) testaram os dois modelos no desenvolvimento da metodologia de projetos robustos e 

concluiram que o método dos mínimos quadrados ordinários pode não ser uma ferramenta 

eficaz para a obtenção de funções de respostas para média e variância. Eles indicam o uso do 

método dos Mínimos Quadrados Ponderados e afirmam que este é mais eficaz que o método 

OLS para maximizar a eficiência da estimativa dos parâmetros. 

2.5.3. Mínimos Quadrados Ponderados pela incerteza multivariada 

 A utilização de variáveis de ruído dentro dos arranjos de superfície de resposta, para as 

variáveis controláveis, geralmente causam a instabilidade da variância do modelo o que, por 

conseguinte, é responsável pela diminuição considerável do coeficiente de determinação 

ajustado (R
2
 adj.) (ARDAKANI e NOOROSSANA, 2008). Para estes casos, comumente se 

emprega a estimação dos parâmetros através do algoritmo de mínimos quadrados ponderados 

(Lee e Park, 2006), que, na sua forma original, pode ser escrito conforme Equação 2.31. 

Porém, no caso das equações de regressão escritas para componentes principais, a 

questão suscitada é qual matriz de pesos W deve ser utilizada, uma vez que a 

heteroscedasticidade, variâncias diferentes para as respostas observadas ao longo do tempo, é 

um fenômeno que ocorre primeiramente nas respostas originais e tem forte impacto na 

estrutura de correlação (SAFI, 2011). Para contornar este problema, a utilização da incerteza 

multivariada, conforme aplicada por Lopes et al., (2013), é uma boa opção. Neste método de 
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obtenção de pesos, o inverso da variância das réplicas ou o inverso do próprio quadrado dos 

resíduos, são boas estimativas de  ic xu2
. Considerando-se a correlação que as variáveis 

originais possuem e a definição de componentes principais, pode-se utilizar a fórmula para o 

cálculo de incerteza para grandezas correlacionadas para se fixar um valor adequado para W. 

A incerteza combinada  yum

2
 pode ser definida como: 
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Uma variável padronizada Zp pode ser escrita como: 
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Admitindo-se que o escore de componente principal é uma função EZ
TkPC tem-se: 
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Considerando-se que: 
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A incerteza do i-ésimo componente principal poderá ser escrita como: 
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 (2.36) 

Onde e1 é o autovetor da matriz de correlação utilizada na extração dos componentes 

principais; 
ix  é o desvio padrão da resposta i (coluna) ;

jx  é o desvio padrão da coluna de 

resposta j;  ixu 2
 é a incerteza (ou a variância) de cada linha da resposta i;  

jxu 2
 é a 

incerteza (ou a variância) de cada linha da resposta j e  
ji xxr ,  é o coeficiente de correlação 

entre as respostas xi e xj. Finalmente, os pesos utilizados no método WLS para escores de 



41 

 

 

componentes principais podem ser entendidos como o inverso da incerteza multivariada, tal 

que: 

   











PCu
W

m

PC 2

1
 (2.37) 

A incerteza é um parâmetro associado ao resultado de uma medição que caracteriza a 

dispersão dos valores que poderiam ser razoavelmente atribuídos a um mensurando (GUM, 

1996). Pérez (2002) alerta que tanto os parâmetros, quanto as respostas, são afetados pelas 

incertezas, que podem tornar a análise estatística ineficiente, caso estes efeitos não sejam 

considerados.  

 Planejamento e Análise de Experimentos (DOE) 2.6.

Projeto de Experimentos (DOE, do inglês Design of Experiments), é uma metodologia 

relativamente antiga, desenvolvida por Sir Ronald A. Fisher, entre 1920 e 1930, sendo 

posteriormente aperfeiçoada por outros importantes pesquisadores como Box, Hunter e 

Taguchi, dentre outros. 

O DOE é uma metodologia de otimização estatística que busca encontrar, por meio da 

análise simultânea de vários fatores, os melhores níveis para um conjunto de parâmetros que 

exerçam influência sobre certo processo. Montgomery (2009) diz que experimento é um teste, 

ou uma série de testes, no qual são feitas mudanças propositais nas variáveis de entrada de um 

processo, de modo que se possa observar e identificar mudanças correspondentes na resposta 

de saída. Os elementos básicos que compõem esta metodologia são: 

 Fatores controlados: variáveis que podem ser modificadas durante os experimentos para 

determinar a influência nas saídas. 

 Fatores não controlados: variáveis que deveriam permanecer constantes durante os 

experimentos, mas, de alguma forma, variam alterando as saídas. 

 Respostas: saídas que deverão ser otimizadas. 

 Modelo: consiste na equação que relaciona as respostas com as variáveis do processo. 

Na Figura 2.10 é mostrado um esboço dos elementos de um processo. 
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Figura 2.10– Fatores do processo. 

Fonte: Adaptado de Montgomery (2004) 

A evolução das técnicas de Planejamento e Análise de Experimentos tem sido 

amplamente aproveitada pelas empresas. Segundo Bryman (1989) a pesquisa experimental 

adquiriu uma considerável importância na pesquisa organizacional devido, principalmente, a 

dois fatores: o primeiro deles diz respeito à força desse método de investigação em permitir 

que o pesquisador faça fortes declarações de causalidade; o segundo, diz respeito à facilidade 

encontrada pelo pesquisador, em estabelecer relações de causa e efeito, fazendo com que o 

experimento seja considerado um modelo de delineamento de pesquisa. 

Segundo Montgomery (2009) os objetivos do experimento podem incluir: 

1. Determinação de quais variáveis são mais influentes na resposta y. 

2. Determinação do valor a ser atribuído aos x’s influentes de modo que y esteja 

perto da exigência nominal. 

3. Determinação do valor a ser atribuído aos x’s influentes de modo que a 

variabilidade em y seja pequena. 

4. Determinação do valor a ser atribuído aos x’s influentes de modo que os efeitos 

das variáveis não controláveis sejam minimizados. 
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O arranjo experimental mais comum é o fatorial completo, para o qual o número de 

experimentos é igual ao número de níveis experimentais, elevado ao número de fatores. No 

caso típico de fatoriais em dois níveis, o número de experimentos (N) para se avaliar os k 

fatores são dados por N = 2
k
. Os arranjos fatoriais completos podem ser arquitetados para 

qualquer quantidade de fatores e os níveis de cada fator se alternam nas colunas segundo uma 

mesma ordem, tal que, para a primeira coluna, os níveis se alteram a cada experimento (2
0
); 

para a segunda coluna, os níveis se alteram a cada 2
1
; para a terceira coluna, os níveis se 

alteram a cada 2
2
 e assim por diante. O procedimento se repete para tantas colunas quantos 

forem os k fatores, até a k-ésima coluna. 

Este tipo de arranjo cobre todo o espaço experimental. Porém, Montgomery (2009) 

alerta que uma quantidade muito grande de fatores pode tornar o processo de experimentação 

inviável, pois à medida que o número de fatores cresce linearmente, o número de 

experimentos para esses fatores cresce exponencialmente. Montgomery e Runger (2011) 

mencionam que, se houver pouco interesse nas interações, essas podem ser negligenciadas. 

Neste caso, uma quantidade menor de experimentos seria suficiente para avaliar apenas os 

efeitos principais ou as interações de baixa ordem. 

Embora os arranjos fatoriais sejam muito eficazes para a identificação de variáveis 

significativas presentes nos processos, o número de combinações experimentais diferentes que 

estes arranjos possuem não é compatível com o número de coeficientes presentes nos modelos 

quadráticos completos, sendo capazes, porém, de apenas estimar os coeficientes de termos 

lineares e interações. Para modelos quadráticos, portanto, existem os chamados arranjos de 

superfície de resposta, dentre os quais se destaca o Arranjo Composto Central ou CCD (do 

inglês, Central Composite Design) como é mais comum.  

2.6.1. Arranjo Composto Central 

O arranjo composto central (CCD) é um arranjo largamente utilizado para ajustar um 

modelo de superfície de resposta de segunda ordem devido à sua relativa eficiência com 

respeito ao número de experimentos necessários. Stanic et al., (2014) utilizou um CCD para 

determinar os efeitos antimicrobianos na área odontoloógica.  Nazari et al., (2015) aplicou o 

CCD para otimização de nano TiO2 pré-tratamento em tingimento ácido livre de lã, na 

indústria de engenharia química e Savic et al. (2014)  empregou o CCD para otimizar as 
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condições de variáveis independentes (tempo de adsorção, valor de pH e concentração de 

argila bentonítica) num processo da área de energia. 

O CCD é uma matriz formada por três conjuntos distintos de elementos experimentais: 

um conjunto de pontos fatoriais seguindo um arranjo fatorial completo ou fracionado; um 

conjunto de pontos centrais (Center Points) e, adicionalmente, um conjunto de níveis extras 

denominados pontos axiais. O número de pontos axiais em um CCD é igual ao dobro do 

número de fatores e representam seus valores extremos. A distância entre o centro do arranjo 

(pontos centrais) e um ponto fatorial axial, comumente representada por  , depende de certas 

propriedades desejadas para o experimento e do número de fatores envolvidos 

(MONTGOMERY, 2009). Em função da localização dos pontos axiais, os arranjos podem ser 

classificados como circunscritos (CCC, do inglês Central Composite Circumscribed) que é o 

CCD original, inscritos (CCI, do inglês Central Composite Inscribed) que é adequado às 

situações nas quais os limites especificados não podem ser extrapolados, quer por medida de 

segurança, quer por incapacidade física de realização e face centrada (CCF, do inglês Central 

Composite Face). O Arranjo de Face Centrada caracteriza-se por dispor os pontos axiais sobre 

o centro de cada face do espaço fatorial, ou seja,  = +1 ou –1 e requer três níveis para cada 

fator. Na Figura 2.11 são representadas as diferentes classificações de um CCD. 

 
Ponto Central 

Cor verde  

Pontos Fatoriais 

Cor azul 

Pontos Axiais 

Cor vermelha 

Figura 2.11 – Classificação do CCD. 

Fonte: MONTGOMERY (2009)  

Geralmente, um CCD com k fatores requer 2
k
 corridas fatoriais, 2k corridas axiais e, 

no mínimo, um ponto central, sendo mais comum a utilização de cinco pontos centrais. A 
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ortogonalidade do arranjo é requisito para a avaliação de quais efeitos (linear, quadrático ou 

de interação) são significativos. Isso significa que os efeitos de diferentes variáveis podem ser 

estimados de maneira independente. Um CCD rotacionável é aproximadamente ortogonal se 

forem adotados em torno de cinco pontos centrais. Dessa forma, pode-se esperar uma boa 

estimativa do erro experimental. Para manter a rotacionalidade de um arranjo, o valor de  

depende do número de experimentos (k) da porção fatorial do CCD. Segundo Box e Drapper 

(1987): 

  4141 2)osexperiment  de  número( k  (2.38) 

O CCD ajusta-se, quando necessário, a um modelo polinomial de segunda ordem 

(MONTGOMERY, 2009). Este modelo é adequado, uma vez que muitos processos podem ser 

aproximados por uma expansão em série de Taylor, truncada em um termo quadrático. 

2.6.2. Arranjo Cruzado e Arranjo Combinado 

Conforme mencionado anteriormente, na década de 80 o engenheiro  Genichi Taguchi 

propôs uma nova abordagem para reduzir a variabilidade dos processos. Nesta abordagem, 

Taguchi (1986) classificou os fatores que afetam as características de qualidade como 

“variáveis de controle” e “variáveis de ruído”. As  variáveis de controle exercem forte 

influência sobre o processo e podem ser controladas ou medidas em um processo normal. As 

variáveis de ruído também influenciam a operação de um processo, mas são incontroláveis. 

Todavia, as variáveis de ruído podem ser identificadas e controladas no âmbito de pesquisa e 

desenvolvimento. Estas variáveis estão relacionadas, por exemplo, às condições ambientais, 

às condições de utilização dos produtos e às alterações de características físicas de partes 

integrantes do processo durante sua realização. 

Taguchi assumiu que a maior parte da variabilidade da resposta em relação ao alvo era 

causada pela presença de variáveis de ruído. Desta forma, o objetivo da abordagem proposta 

por Taguchi era encontrar um conjunto de variáveis de controle (parâmetros do processo) que 

gerasse uma variável de resposta muito próxima do valor alvo definido e que minimizasse sua 

variação, tornando assim o sistema insensível à ação das variações incontroláveis (ruído).  

Taguchi utilizou um arranjo cruzado entre as variáveis de controle (arranjo interno) e 

as variáveis de ruído (arranjo externo). Neste tipo de arranjo, cada condição experimental é 
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repetida nas diversas condições de ruído. Então, a razão Sinal-Ruído (S/N – do inglês signal-

to-noise ratio - SNR) é calculada, fornecendo informação a respeito da média e da variância. 

A Figura 2.12 exemplifica o formato de um arranjo cruzado composto de um arranjo interno 

2
2
 e de um arranjo externo 2

3
. 

 

Figura 2.12 – Arranjo Cruzado. 

 

No entanto, o arranjo cruzado de Taguch sofre algumas críticas por parte de alguns 

pesquisadores (Quesada e Del Castillo, 2004; Montgomery, 2009) no que diz respeito a 

incapacidade deste método em expor as interações entre as variáveis de controle e as variáveis 

de ruído. Para contornar os problemas identificados,  Vining e Myers (1990) e Box e Jones 

(1992), propuseram o uso do CCD na forma de um arranjo “combinado”, conforme é 

exemplificado pela Figura 2.13.  
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Figura 2.13 – Arranjo Combinado. 

Neste tipo de arranjo, a variável de ruído é incorporada ao arranjo experimental das 

variáveis de controle excluindo-se, geralmente, os pontos axiais referentes às variáveis de  

ruído adicionadas e na forma matricial pode ser escrita como:    
















YXXX
T

MM

T

M
M

1

̂  (2.39) 

Onde M representa a modificação das variáveis de controle. 

 Considerações Finais do Capítulo  2.7.

Neste capítulo foram abordados os principais temas ligados à proposta desta tese, 

contemplando alguns trabalhos publicados no meio científico. Conforme pode ser constatado, 

o capítulo destaca a importância do projeto robusto, método fundamental para tornar o 

processo menos sensível à influência das variáveis de ruído, presente na operacionalização de 

qualquer atividade. Apresenta alguns métodos de otimização e algumas combinações de 

X1 X2

-1 -1

1 -1

-1 1

1 1

-1 -1

1 -1

-1 1

1 1

Y1 Y2 Y3 … Yn

VISÃO ESQUEMÁTICA
DO ARRANJO

Z1 Z2 Z3

-1 -1 -1

1 -1 -1

-1 1 -1

1 1 -1

-1 -1 1

1 -1 1

-1 1 1

1 1 1

Variáveis de 

controle

Variáveis de 

ruído
Arranjo Combinado



48 

 

 

metodologias para se conseguir respostas mais precisas e menos vulneráveis às incertezas 

geradas por conflitos de interesse, ocorrência normal em projetos com múltiplos objetivos. O 

capitulo também aborda o método NBI para gerar fronteiras uniformes de Pareto, por meio da 

análise de Componentes Principais para arranjos combinados, considerando a estrutura de 

correlação existente entre as variáveis de controle e de resposta, que é a questão central do 

trabalho. 

 O capítulo 3 abordará a proposta do trabalho, o seu desenvolvimento e os passos 

necessários para se atingir os resultados compromissados.  
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3 DESENVOLVIMENTO DA METODOLOGIA 

Informar as etapas do processo de execução do trabalho é importante, pois confere ao 

leitor uma visão mais clara dos caminhos a serem percorridos para o atingimento dos 

objetivos pretendidos. Sendo assim, este capítulo aborda o desenvolvimento da proposta que, 

conforme pode ser observado na Figura 3.1, é uma fusão da análise de componentes 

principais, projeto robusto de parâmetros e o método NBI. Pretende-se, com esta abordagem, 

alcançar resultados de otimização multivariada para arranjos combinados e a geração de 

fronteira equiespaçada de Pareto para funções objetivo correlacionadas.    

 

Figura 3.1 – Metodologia do trabalho. 

Os poucos trabalhos encontrados com a combinação de duas ou mais metodologias, 

denominadas “abordagens híbridas”, com ou sem ponderação para as respostas, são os 

aspectos que motivam a realização desta tese. 

Nela, questiona-se a utilização do método de somas ponderadas e evidenciam-se as 

desvantagens encontradas. Expõe-se o método NBI, desenvolvido por Das e Dennis (1998), 

para contornar os inconvenientes causados pelas funções de aglutinação por somas 

ponderadas e aborda-se o aspecto da otimização robusta multivariada, determinando-se 

modelos que considerem as estruturas de correlação existentes entre as variáveis de controle e 

de resposta e que sejam capazes de ponderá-las adequadamente, aplicando-se, para isso, 

Abordagem

Híbrida

Análise de 

Componentes 

Principais

Interseção Normal à 

Fronteira - NBI

Projeto Robusto de 

Parâmetros

Otimização multivariada para 

arranjos combinados
Fronteira  Convexa 

de Pareto Equiespaçada
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abordagens sugeridas na literatura e o método de otimização proposto, contribuição 

fundamental deste trabalho. 

  Otimização Multivariada para Arranjos Combinados  3.1.

A utilização da otimização multivariada emerge da necessidade de se avaliar o efeito 

da aplicação de mais de uma variável sobre uma resposta. Diferente dos casos clássicos, como 

a otimização univariada na qual se aplica apenas uma variável por vez, a otimização 

multivariada traz resultados mais confiáveis, pois considera a estrutura da matriz de 

correlação existente entre as múltiplas características de qualidade. 

A existência de correlações entre as várias respostas de um conjunto exerce uma forte 

influência sobre as funções de transferência utilizadas para representar as características de 

qualidade. Como o modelo matemático é extremamente importante para a determinação do 

ponto de ótimo, a negligência da estrutura de correlação pode conduzir a pontos de ótimo 

inapropriados, resultado de uma inadequação do método dos mínimos quadrados ordinários 

(Khuri e Conlon, 1981; Bratchell, 1989). Por isso, é importante empregar uma técnica capaz 

de eliminar a influência da correlação sobre os regressores da função objetivo. 

A análise de componentes principais, conforme mencionado no item 2.4.1, é uma 

técnica bastante utilizada para eliminar os efeitos da correlação sobre os regressores. Então, 

por este motivo e por outras vantagens peculiares desta técnica, esta foi incorporada ao 

conjunto de métodos envolvidos na abordagem híbrida desta tese. 

 Visto que ignorar a correlação pode levar a falsos resultados adotou-se, como medida 

preventiva, a aplicação de um procedimento preliminar que, além de identificar a existência e 

o grau de correlação, prepara a base de dados para que se possa aplicar o método NBI-PCA 

para arranjos combinados. Este procedimento é mostrado na Figura 3.2 que, conforme pode 

ser observado, é composto por duas colunas. A coluna da esquerda é caracterizada pelos 

procedimentos a serem executados. Nela encontram-se relacionadas, em ordem cronológica, 

todas as etapas a serem realizadas. Na coluna do lado direito é mostrado o resultado da 

execução da atividade ou a equação que deve ser aplicada para que o efeito resultante da 

aplicação seja revelado.  
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Figura 3.2- Procedimentos preliminares. 

O procedimento é iniciado com a elaboração da base de dados contendo as médias das 

respostas originais. Em seguida, avalia-se a estrutura de correlação entre as respostas 

originais. Caso não seja identificada correlação entre as mesmas, sugere-se a aplicação dos 
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0,000
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x 1 x 2 x 3 x 4 z 1 z 2 z 3 Ra Rt

1 0.10 0.75 300.00 15.00 0.00 5.00 20.00 0.297 2.097
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métodos de otimização tradicionais. Caso contrário, aplica-se a análise de componentes 

principais.  

Inicialmente, são calculados os escores dos componentes principais, bem como os 

autovetores ( ij) e autovalores (  il) de cada componente. Neste momento, é possível definir o 

número adequado de componentes principais selecionados para representar o conjunto de 

dados originais, observando os critérios de Kaiser. Utilizando os escores calculados dos 

componentes principais selecionados, deve-se aplicar a MSR com o intuito de determinar o 

modelo (quadrático) que melhor represente cada componente principal. A partir deste modelo, 

é possível calcular o valor do i-ésimo componente principal para um determinado conjunto de 

variáveis de controle. Neste momento, é possível analisar se o coeficiente de determinação 

(R
2 

adj.) é satisfatório, isto é, o quanto, percentualmente, de variação da variável Y é 

explicado pelos regressores presentes no modelo.  

Contudo, se o valor aferido do coeficiente de determinação (R
2 

adj.) não for 

satisfatório, faz-se necessário ponderar os escores de componentes principais utilizando-se 

uma matriz de pesos. Esta matriz pode ser obtida calculando-se, primeiro, a incerteza 

multivariada com a aplicação da Equação (2.36) e, em seguida, aplicando-se sobre estes 

resultados a Equação (2.37). Desta forma, tem-se como resultado a matriz de pesos (W). 

O próximo passo a ser executado é a padronização dos alvos em termos de 

componentes principais, partindo-se dos alvos originais das variáveis de resposta de interesse. 

Para tanto, utilizando-se os valores medidos durante a realização do experimento, calcula-se a 

média e o desvio padrão para cada variável de resposta do sistema. Com o Solver do Excel, 

define-se o valor alvo de cada variável de resposta individualmente e, só então, a partir destes 

dados, é possível calcular o valor alvo padronizado (Zp). Utilizando-se estes valores na 

Equação (3.1), é possível obter o valor alvo, em termos de componentes principais, para 

média e variância (T(PCI)), tal que: 

  pjiji ePCT   (3.1) 

sendo: 

i= número de componentes principais considerados e, 

j= número de variáveis de resposta 
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Assim, o problema de otimização pode ser formulado de acordo com a Equação (3.2) 

que tem como função objetivo a minimização do MMSE sujeito a uma restrição de 

esfericidade: 

    :  

          

2T xxasujeito

MMSEMin
 (3.2) 

 

Segundo Paiva (2008), o sentido de otimização só pode ser o de minimização, pois a 

equação está relacionada ao conceito de menor erro quadrático médio multivariado através de 

respostas obtidas próximas ao alvo e com mínima variância.  

  Método NBI-PCA para Arranjos Combinados  3.2.

De acordo com Montgomery (2009), Taguchi propôs que analisando os dados de um 

arranjo cruzado, a partir da média e da variância de cada combinação experimental com um 

arranjo externo, poderia ser uma abordagem razoável para tratar os problemas de RPD. 

Ademais, média e variância poderiam, inclusive, ser combinadas na forma de uma relação 

denominada sinal/ruído. Entretanto, é notório que arranjos cruzados não são capazes de 

estimar as interações entre fatores de controle e de ruído, quando existirem, uma vez que as 

médias e variâncias amostrais são computadas sempre sobre os mesmos níveis das variáveis 

de ruído dentro da estrutura do arranjo cruzado (MONTGOMERY, 2009). De maneira 

alternativa, Box e Jones (1992) e Vining e Myers (1990) propuseram a inclusão das variáveis 

de ruído em um arranjo de superfície de resposta, de tal modo que as interações ruído-controle 

pudessem ser estimadas. O modelo, conhecido como “Arranjo Combinado”, permite a 

estimação dos coeficientes da seguinte superfície de resposta: 
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Assumindo que variáveis de ruído possuem médias iguais a zero e variância 
2

z , e que 

não são correlacionadas, pode-se escrever as equações de média e variância derivadas desta 

superfície de resposta como: 

    xzx, fyEz   (3.4) 
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Onde k e r representam o número de variáveis de controle e ruído, respectivamente. 

Em um processo de torneamento, Paiva et al., (2014) sugeriram o emprego da função 

MMSE na forma de uma função de aglutinação por média geométrica. Para efeitos de 

comparação, considere a utilização de somas ponderadas das funções MMSE para os blocos 

de média e variância. Neste caso, o algoritmo de otimização assume a seguinte formulação:  
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mi ,...,2,1   

 kxxx ,...,, 21x  

 rzzz ,...,, 21z  

onde   representa o peso definido numa matriz com escala [0; 1] e z representa o valor 

padronizado da i-ésima resposta. 

Estendendo este conceito para o caso de múltiplas respostas correlacionadas, que 

podem ser adequadamente representadas por escores de componentes principais 

  p

T

ic YZeP  , conforme discutido anteriormente, usando o método NBI, tem-se: 

  iczi PEPC zx,)(  (3.9) 
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Considere, agora, o uso do método NBI-PCA para as rotinas de otimização conforme 

apresentado nas Eqs. (3.9) a (3.14). Primeiro, é necessário estabelecer duas funções objetivo: 
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As funções   xf  e   x2
f  são escritas como somas ponderadas de escores de 

componentes nas equações (3.15) e (3.16) para se generalizar o caso em que mais de um 

componente é necessário para uma explicação   de, no mínimo, 80% e com autovalores > 1. 

Considerando a normalização destas funções a partir da matriz pay off, obtém-se: 



56 

 

 

       

   

    

   
IMAX

I

UN

U

ff

fxf

ff

fxf
xf


















  (3.17) 

       

   

    

   
IMAX

I

UN

U

ff

fxf

ff

fxf
xf

22

22

22

22

2









 







  (3.18) 

Usando a formulação proposta pela Equação (2.18), o algoritmo NBI-PCA pode ser 

escrito na seguinte forma: 
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O método descrito pela equação (3.19) pode ser escrito como uma versão NBI bi-

objetivo específica para dois blocos, um de μ e outro de σ
2
.  Na seção (2.2.2) é possível notar 

que para construir a linha normal (D) é necessário ter as coordenadas de P0 (qualquer ponto 

CHIM) e Pmax. (um ponto na fronteira de Pareto). Da Figura 2.6, as seguintes relações podem 

ser escritos:  
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Na forma matricial, estas equações podem ser escritas como: 
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(3.23) 

Aplicando-se o procedimento tradicional de normalização NBI: 
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Então, é possível escrever: 
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Nota-se que Φ  é uma matriz diagonal. Por outro lado, é simples demonstrar que a 

formulação original do método NBI pode ser escrita na forma de minimização como: 
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Prova: As condições de otimização Karush–Kuhn–Tucker, também chamado de 

teorema KKT, podem ser aplicadas para a formulação do NBI. Escrevendo o Lagrangeano do 

problema de maximização,  ,,1 txL  e tomando as derivadas parciais desta função, obtém-se: 

    
     

 

    0ˆ,,

ˆ

1
0ˆ1,,

00,,

ˆ,,

*
1

1

*
1

*
1









xFnβΦ

n
n

xFxF

xFnβΦ

ttxL

txL

txL

tttxL

t

xxx











 (3.28) 

Então:   nβΦxF ˆ* t  

Analogamente, levando o gradiente lagrangeano para o método de minimização do NBI, 

 ,,2 txL  , tem-se: 
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Então:   nβΦxF ˆ* t  

É possível verificar que as condições KKT permanecem as mesmas, como no caso de 

maximização. Então, é provado que os dois procedimentos são idênticos. 

Das e Denis (1998) propuseram que n̂  deveria ser escolhido como um vector quase-

normal, tal como: 
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Substituindo-se este vector na formulação geral, a primeira restrição NBI será 

formulada como: 

  0 eΦβΦ(x)F t  (3.31) 
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Para problemas bi-objetivo a formulação acima mencionada pode ser escrita como: 
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(3.33) 

Igualando a expressão definida em termos de t, a primeira restrição NBI torna-se: 
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Isso também pode ser mostrado que: 
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Então, a versão bi-objetiva do NBI pode ser escrita como: 
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(3.36) 

Substituindo-se os respectivos valores do MMSE para os blocos de média e variância 

para PCA, a abordagem NBI-PCA pode ser matematicamente descrita conforme a Equação 

(3.19) com as equações (3.17) e (3.18). 

Assim que a função global multiobjetivo esteja estabelecida, o seu ótimo pode ser 

obtido por meio de um dos  métodos disponíveis para a resolução de problemas de 
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programação não linear, (Paiva et al,. 2012;. Tang e Xu, 2002; M'silti e Tolla, 1993; 

Sadagopan e Ravindran, 1986; Haggag, 1981). O GRG é considerado um dos mais robustos e 

eficientes algoritmos para resolução de problemas de programação não-linear (Lasdon et al., 

1978). Então, devido aos motivos citados acima e na seção 2.4.1, o GRG foi adotado como 

algoritmo de otimização deste trabalho. 

A aplicação do método proposto, NBI-PCA para arranjos combinados, pode ser 

resumida em quatorze etapas, conforme é mostrado na Figura 3.3: 

 

 

Figura 3.3 – Algoritmo do método NBI-PCA. 
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Para que os resultados pretendidos sejam alcançados, algumas atividades exigem certa 

preparação ou a execução de subatividades. Sendo assim, uma sequencia de etapas é descrita, 

a seguir, explicando como desenvolver as atividades apresentadas na Figura 3.3.   

 Etapa 1: Um planejamento experimental com um arranjo combinado deve ser preparado 

incluindo as variáveis de controle e de ruído. Os experimentos são executados em ordem 

aleatória e as respostas são armazenadas; 

 Etapa 2: Identificar a correlação entre as respostas. Esta necessidade é para classificar o 

tipo e o grau de correlação entre as mesmas; 

 Etapa 3: Realizar a análise de componentes principais. Extair os escores de PC das 

respostas originais e armazená-los com os respectivos autovalores e autovetores; 

 Etapa 4: Aplicar o algoritmo OLS e analisar os resultados. Na análise de componentes 

principais a quantidade de PC’s é escolhida para explicar, pelo menos, 80% da variância 

do modelo. O índice R
2 
adj. obtido tem uma conotação muito importante para os modelos. 

Se R
2 
adj. é inferior a 80%, este é considerado inadequado, pois indica que o processo não 

está ajustado. Desta forma, a abordagem usada por Lopes et al., (2013), definida pela Eq. 

(2.36), deve ser utilizada para os PC’s, enquanto que para as respostas originais o 

algoritmo WLS deve ser usado conforme descrito na Etapa 5; 

 Etapa 5: Aplicar o algoritmo WLS nas respostas originais usando como peso o inverso 

dos resíduos ao quadrado. Para os PC’s, o inverso da incerteza multivariada produzida  

pela Eq. (2.37) deve ser usado como matriz de peso; 

 Etapa 6: As equações para  iy zx,  
e  icP zx,  

são calculadas utilizando os dados 

experimentais das respostas originais e dos PC-scores;  

 Etapa 7: As definições de média e variância para  iy zx,  
e  icP zx,  

são calculadas com 

base nas Eqs. (3.4) e (3.5); 

 Etapa 8: Os alvos das respostas  
pY  

são obtidos efetuando a otimização individual de 

cada superfície de resposta,   x
x

iY yMin
p

ˆ 


  

 Etapa 9: Os alvos originais  
pY  

são transformados em alvos para os PC’s usando a 

equação:    
pi Yp

p

i

q

j

ijPC YZe  
 


1 1  
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 Etapa 10: Os valores dos   (pesos) para média e variância são definidos, geralmente, 

numa escala de [0; 1], observando-se o percentual de explicação para PCi  i . Este valor 

só será necessário caso o primeiro componente principal não seja suficiente para explicar 

a variabilidade do modelo; 

 Etapa 11: O cálculo da matriz pay off é realizado utilizando-se os valores da média, 

variância e os alvos individuais definidos pela função MSE, ou cada função PC, quando 

PCA está sendo analisado. Depois disso, a otimização individual, de cada uma das 

funções do PC é calculada como:         22
/  


iPCiPCi

PC

x
Min  

 Etapa 12: Na escalarização de PC1, caso bivariado, executam-se as funções   xf  e 

  x2
f  conforme descrito nas Eqs. (3.17) e (3.18); 

 Etapa 13: Utilizando-se o algoritmo do GRG, Solver do Microsoft Excel, o valor mínimo 

do MSE ou para PC(Fi) (x), calculados na etapa 12, são obtidos considerando-se as 

restrições da região experimental,  variância não-negativa ou alguma outra restrição gi(x) 

desejada; 

 Etapa 14: Plotar a Fronteira de Pareto. 

 

  Considerações finais do capítulo 3.3.

Este capítulo apresentou a metodologia de trabalho, bem como, as etapas para o 

desenvolvimento dos algoritmos utilizados para alcançar os resultados da otimização robusta 

multivariada para grandezas correlacionadas. Na primeira abordagem, que trata da otimização 

multivariada para arranjos combinados, empregou-se, devido à grande quantidade de 

informações geradas através dos experimentos, a análise de componentes principais, um dos 

pilares desta tese para reduzir a dimensionalidade de dados. Na segunda abordagem, que 

utiliza o método NBI acoplado à análise de componentes principais para arranjos combinados, 

foram estimados os coeficientes de superfície de resposta, que é um passo intermediário para 

otimização do método MMSE. Também foram apresentados dois fluxos que descrevem todo 

desenvolvimento da metodologia de trabalho, assim como o desenvolvimento do algoritmo 

NBI-PCA escrito em forma de equação. 
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O próximo capítulo tratará do planejamento experimental, as variáveis envolvidas e o 

método de pesquisa aplicado. Abordará informações sobre o processo de usinagem, assim 

como: material, ferramentas, objeto de estudo, mecanismo de medição e registro dos dados. 
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4 PLANEJAMENTO EXPERIMENTAL 

Este capítulo tem por objetivo descrever a estratégia utilizada para conduzir a 

aplicação prática do método apresentado no Capítulo 3. Para tanto, serão utilizados os 

arranjos experimentais do processo de fresamento que teve como material de estudo o 

fresamento do aço ABNT 1045. 

Não é pretensão, nesta fase do trabalho, levantar todos os detalhes dos aspectos que 

envolvem os processos de usinagem. Mas, também, não serão suprimidas as informações e 

etapas fundamentais para geração da base de dados utilizada.  

Logo, este capítulo foi estruturado para transmitir uma visão geral sobre o processo de 

usinagem envolvido no trabalho. Inicia-se com algumas explicações referentes ao processo de 

fresamento. Em seguida, aborda alguns detalhes sobre a máquina, a ferramenta utilizada,  o 

material e o instrumento de medição para aferir a rugosidade das peças produzidas e, por fim, 

a execução dos experimentos e o registro dos dados na matriz experimental. 

 Fresamento 4.1.

O fresamento é um dos processos de usinagem com maior emprego na indústria, 

devido a aspectos como alta taxa de remoção de material e produção de formas com boa 

precisão dimensional e geométrica, sendo utilizado na fabricação de superfícies planas, 

contornos, ranhuras e cavidades, entre outras (MARCELINO et al., 2004; DINIZ et al., 

2014).  

O processo de fresamento, segundo Diniz et al. (2014) é caracterizado, 

principalmente, pelos seguintes fatores:  

 Fresa é a ferramenta usada no processo. Esta é multicortante, sendo provida de arestas 

cortantes dispostas simetricamente ao redor de um eixo;  

 O movimento de corte é proporcionado pela rotação da fresa ao redor do seu eixo, 

fazendo com que cada uma das arestas cortantes retire uma porção de material;  

 O movimento de avanço é geralmente feito pela própria peça em usinagem, que está 

fixada na mesa da máquina, a qual obriga a peça a passar sob a ferramenta em rotação, 

conferindo-lhe a forma e a dimensão desejadas. 

Na Figura 4.1 são apresentadas duas operações de usinagem por fresamento de topo.  
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Figura 4.1 – Exemplos de fresamento vertical com fresas de topo. 

Fonte: Sandvik (2011) 

 Máquinas, ferramentas, material e instrumentos de medição 4.2.

A execução dos ensaios foi realizada no Laboratório de Automação da Manufatura da 

UNIFEI.  A máquina-ferramenta utilizada foi um centro de usinagem CNC marca Fadal com 

potência de 15 kW e máxima rotação de 7500 rpm conforme exposto na Figura 4.2. 

 

Figura 4.2 - Centro de usinagem Fadal (UNIFEI). 

Durante os ensaios, utilizou-se a fresa de topo código (Sandvik) R390-025A25-11M, 

diâmetro 25 mm, ângulo de posição KT = 90º, haste cilíndrica, passo médio com três insertos e 

fixação mecânica por pinça. Na fresa foram usados insertos de metal duro ISO P25, revestidos 

com nitreto de titânio (TiN), código R390-11T308M-PM GC 1025 do fabricante Sandvik, 

conforme a Figura 4.3.  
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Figura 4.3 - Cabeçote com insertos para o fresamento de topo. 

Utilizou-se o fluido de corte ME-II, um óleo solúvel sintético, concentrado (alta taxa 

de diluição em água), ecológico (isento de nitritos, cloro, enxofre, solventes aromáticos e 

metais pesados) que refrigera e lubrifica com rendimento e com vida útil da ferramenta 

bastante satisfatória. Tem ação anticorrosiva, não ataca componentes da máquina-ferramenta 

e das peças usinadas.  Não causa risco para operador nem produz vapores irritantes no 

ambiente de trabalho. Este fluido de corte foi utilizado nas concentrações 5%; 10% e 15% 

para todos os ensaios realizados. 

Para os experimentos foram utilizados peças do aço ABNT 1045, forjado, com dureza 

de 180 HB na forma de barra com seção quadrada de 100 x 100 mm e comprimento de 300 

mm, fixado por dispositivo usinado, e composição química (C: carbono; Mn: manganês; P: 

fósforo e S: enxofre) conforme o Quadro 4.1. 

Quadro 4.1 – Composição química (%) do aço ABNT 1045. 

Material C Mn Pmáx Smáx 

Aço ABNT 1045 0,430 - 0,500 0,600 - 0,900 0,040 0,050 

 

Seguindo a sequência experimental para um arranjo combinado, conforme sugerido 

por Montgomery (2009), foi definido um CCD (k =7) para variáveis (x1, x2, x3, x4, z1, z2 e z3) 

com 10 pontos centrais. Os pontos axiais relacionadas com as variáveis de ruído foram 

eliminados. Os níveis das variáveis de controle e de ruído estão descritos nos Quadros 4.2 e  

4.3. 
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Quadro 4.2 – Variáveis de controle selecionadas. 

Variáveis de  

controle 
Unidades 

Níveis 

-2,828 -1,000 0,000 1,000 2,828 

Avanço por dente Fz (mm/dente) 0,01 0,10 0,15 0,20 0,29 

Profundidade  Ap (mm) 0,064 0,750 1,125 1,500 2,186 

Velocidade  Vc (m/min) 254 300 325 350 396 

Penetração  Ae (mm) 12,26 15,00 16,50 18,00 2,74 

 

Quadro 4.3 – Variáveis de ruído selecionadas. 

Variáveis de Ruído Unidades Símbolos 
Níveis 

-1 0 +1 

Desgaste de flanco mm Z1 0,00 0,15 0,30 

Concentração de fluido % Z2 5 10 15 

Vazão do fluido ml/min Z3 0 10 20 

 

As diferentes condições de ruído ocasionadas por uma combinação de fatores e níveis, 

descritos no Quadro 4.2, expressa, em certo sentido, as possíveis variações que podem ocorrer 

durante a operação de fresamento, tais como: desgaste de flanco da ferramenta (Z1), variações 

na concentração do fluido de corte (Z2) e a variação do fluxo do fluido de corte (Z3). Os 

valores de rugosidade devem sofrer alguns tipos de variações devido à ação da combinação 

dos fatores de ruído. Portanto, o principal objetivo do projeto de parâmetro robusto é 

determinar uma configuração de parâmetros de controle capaz de atingir uma rugosidade 

baixa com mínima variância e mitigar a influência de fatores de ruído no desempenho do 

processo. 

Medidas do desgaste de flanco da ferramenta (VBmax) (Z1) foram capturados com um 

microscópio óptico (ampliação de 45 vezes), com imagens obtidas por uma câmera digital 

acoplada. Os critérios adotados como o fim da vida útil da ferramenta foi um desgaste de 

flanco de aproximadamente VBmax = 0,30 mm. 

As respostas medidas no processo de fresamento foram Ra (média aritmética) e Rt 

(rugosidade total). O parâmetro Ra é o valor médio aritmético de todos os desvios do perfil de 

rugosidade em relação à linha média dentro do comprimento de medição. Este parâmetro é 
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amplamente utilizado, conforme pode ser encontrado em alguns trabalhos - Khanlou et al. 

(2015); Asiltürk et al. (2012);  Neseli et al. (2011);  Bouacha et al. (2010),  sendo aplicável na 

maioria dos processos de fabricação. O parâmetro Rt corresponde à distância vertical entre o 

pico mais alto e o vale mais profundo da peça fresada. Este parâmetro tem o mesmo emprego 

do parâmetro Ry, porém,  com  maior  rigidez,  uma  vez  que  considera  o  comprimento  de 

amostragem igual ao comprimento de medição (AGOSTINHO et al., 2009).  As duas 

métricas de rugosidade foram aferidas com um rugosímetro portátil Mitutoyo, modelo 

Surftest SJ 201, com um comprimento de corte de 0,25 mm. O parâmetro de cut-off foi 

ajustado para 0,8 mm em todas as medidas.  

Os valores medidos para as variáveis de resposta foram lidos diretamente na tela do 

laptop e registrados em planilha eletrônica. Este rugosímetro, mostrado na Figura 4.4 é 

periodicamente aferido pelo laboratório de metrologia da UNIFEI. 

 

Figura 4.4 – Rugosímetro Mitutoyo Surftest SJ201. 

 Execução dos experimentos e registro dos dados 4.3.

A execução dos experimentos ocorreu no Laboratório de Automação e Manufatura 

(LAM) da Universidade Federal de Itajubá. O desenvolvimento do processo, um arranjo 

composto central (CCD), contendo sete fatores, seis pontos axiais, dez pontos centrais e 1 

replicação, resultou em 82 experimentos.   

Os experimentos foram executados no sentido concordante, ou seja, a rotação da 

ferramenta coincide com o sentido de avanço da mesa do Centro de Usinagem Fadal. Na 

Figura 4.5 é ilustrada a execução dos experimentos na qual podem ser vistos o corpo de prova 

fixado à mesa, a ferramenta, a mesa fresadora e a vazão do fluido. 
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Figura 4.5 – Execução do fresamento. 

As duas métricas de rugosidade (Ra e Rt) foram medidas três vezes em cada uma das 

três posições sobre o corpo de prova. Uma em cada extremidade e outra no centro do corpo de 

prova, conforme é apresentado na Figura 4.6.  

 

Figura 4.6 – Posições de leituras para registros dos dados. 

 

O método de pesquisa utilizado neste trabalho foi o experimental, uma vez que a 

otimização do objeto de estudo se baseou em funções objetivo determinadas a partir de dados 

coletados por experimentos. Portanto, conforme já mencionado, o procedimento gerou 82 

experimentos e para facilitar a visualização de todos os dados, a Tabela 4.1 foi dividida em 

duas partes como se seguem: 
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Tabela 4.1 - Matriz Experimental (parte I). 

Experi-
mentos 

Parâmetros de controle 
 

Ruídos 
 

Respostas   
PC 

Score 

x1 x2 x3 x4   z1 z2 z3   Ra Rt   PC1 

1 0,10 0,75 300,00 15,00 
 

0,00 5,00 20,00 
 

0,297 2,097 

 

-1,455 

2 0,20 0,75 300,00 15,00 
 

0,00 5,00 0,00 
 

1,807 7,587 

 
0,805 

3 0,10 1,50 300,00 15,00 
 

0,00 5,00 0,00 
 

0,657 3,467 

 

-0,903 

4 0,20 1,50 300,00 15,00 
 

0,00 5,00 20,00 
 

2,573 8,957 

 
1,652 

5 0,10 0,75 350,00 15,00 
 

0,00 5,00 0,00 
 

0,353 2,160 

 

-1,400 

6 0,20 0,75 350,00 15,00 
 

0,00 5,00 20,00 
 

3,013 9,327 

 
2,050 

7 0,10 1,50 350,00 15,00 
 

0,00 5,00 20,00 
 

0,270 1,973 

 

-1,501 

8 0,20 1,50 350,00 15,00 
 

0,00 5,00 0,00 
 

2,417 8,743 

 
1,493 

9 0,10 0,75 300,00 18,00 
 

0,00 5,00 0,00 
 

0,320 2,087 

 

-1,440 

10 0,20 0,75 300,00 18,00 
 

0,00 5,00 20,00 
 

3,170 11,583 

 
2,642 

11 0,10 1,50 300,00 18,00 
 

0,00 5,00 20,00 
 

0,280 1,690 

 

-1,553 

12 0,20 1,50 300,00 18,00 
 

0,00 5,00 0,00 
 

2,877 10,187 

 
2,133 

13 0,10 0,75 350,00 18,00 
 

0,00 5,00 20,00 
 

0,270 2,027 

 

-1,489 

14 0,20 0,75 350,00 18,00 
 

0,00 5,00 0,00 
 

3,030 11,197 

 
2,458 

15 0,10 1,50 350,00 18,00 
 

0,00 5,00 0,00 
 

0,550 3,340 

 

-1,008 

16 0,20 1,50 350,00 18,00 
 

0,00 5,00 20,00 
 

1,520 7,043 

 
0,482 

17 0,10 0,75 300,00 15,00 
 

0,30 5,00 0,00 
 

0,497 4,560 

 

-0,788 

18 0,20 0,75 300,00 15,00 
 

0,30 5,00 20,00 
 

2,770 10,973 

 
2,222 

19 0,10 1,50 300,00 15,00 
 

0,30 5,00 20,00 
 

0,383 2,707 

 

-1,263 

20 0,20 1,50 300,00 15,00 
 

0,30 5,00 0,00 
 

3,247 12,473 

 
2,886 

21 0,10 0,75 350,00 15,00 
 

0,30 5,00 20,00 
 

0,760 4,647 

 

-0,578 

22 0,20 0,75 350,00 15,00 
 

0,30 5,00 0,00 
 

0,800 4,580 

 
-0,563 

23 0,10 1,50 350,00 15,00 
 

0,30 5,00 0,00 
 

0,500 3,660 

 

-0,976 

24 0,20 1,50 350,00 15,00 
 

0,30 5,00 20,00 
 

2,503 10,757 

 
1,983 

25 0,10 0,75 300,00 18,00 
 

0,30 5,00 20,00 
 

0,397 2,877 

 

-1,217 

26 0,20 0,75 300,00 18,00 
 

0,30 5,00 0,00 
 

1,063 6,007 

 
-0,070 

27 0,10 1,50 300,00 18,00 
 

0,30 5,00 0,00 
 

0,367 2,007 

 

-1,423 

28 0,20 1,50 300,00 18,00 
 

0,30 5,00 20,00 
 

2,783 15,330 

 
3,155 

29 0,10 0,75 350,00 18,00 
 

0,30 5,00 0,00 
 

0,763 4,217 

 

-0,667 

30 0,20 0,75 350,00 18,00 
 

0,30 5,00 20,00 
 

1,437 7,253 

 
0,466 

31 0,10 1,50 350,00 18,00 
 

0,30 5,00 20,00 
 

0,383 3,137 

 

-1,172 

32 0,20 1,50 350,00 18,00 
 

0,30 5,00 0,00 
 

2,960 11,610 

 
2,495 

33 0,10 0,75 300,00 15,00 
 

0,00 15,00 0,00 
 

0,803 4,007 

 

-0,682 

34 0,20 0,75 300,00 15,00 
 

0,00 15,00 20,00 
 

2,030 7,213 

 
0,888 

35 0,10 1,50 300,00 15,00 
 

0,00 15,00 20,00 
 

0,537 4,583 

 

-0,754 

36 0,20 1,50 300,00 15,00 
 

0,00 15,00 0,00 
 

2,110 9,117 

 
1,350 

37 0,10 0,75 350,00 15,00 
 

0,00 15,00 20,00 
 

0,920 4,480 

 

-0,497 

38 0,20 0,75 350,00 15,00 
 

0,00 15,00 0,00 
 

1,743 7,157 

 
0,668 

39 0,10 1,50 350,00 15,00 
 

0,00 15,00 0,00 
 

0,290 2,043 

 

-1,471 

40 0,20 1,50 350,00 15,00 
 

0,00 15,00 20,00 
 

0,943 4,460 

 
-0,485 

41 0,10 0,75 300,00 18,00   0,00 15,00 20,00   0,513 2,973 

 

-1,112 
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Tabela 4.1 - Matriz Experimental (parte II). 

Experi-

mentos 

Parâmetros de controle 
 

Ruídos 
 

Respostas   
PC 

Score 

x1 x2 x3 x4   z1 z2 z3   Ra Rt   PC1 

42 0,20 0,75 300,00 18,00 

 

0,00 15,00 0,00 

 

2,087 7,550 

 

1,001 

43 0,10 1,50 300,00 18,00 

 

0,00 15,00 0,00 

 

0,430 2,823 

 

-1,204 

44 0,20 1,50 300,00 18,00 

 

0,00 15,00 20,00 

 

2,557 10,570 

 

1,982 

45 0,10 0,75 350,00 18,00 

 

0,00 15,00 0,00 

 

0,350 2,457 

 

-1,340 

46 0,20 0,75 350,00 18,00 

 

0,00 15,00 20,00 

 

1,700 6,507 

 

0,499 

47 0,10 1,50 350,00 18,00 

 

0,00 15,00 20,00 

 

0,617 3,057 

 

-1,019 

48 0,20 1,50 350,00 18,00 

 

0,00 15,00 0,00 

 

1,747 8,273 

 

0,907 

49 0,10 0,75 300,00 15,00 

 

0,30 15,00 20,00 

 

0,823 4,690 

 

-0,523 

50 0,20 0,75 300,00 15,00 

 

0,30 15,00 0,00 

 

3,007 11,787 

 

2,567 

51 0,10 1,50 300,00 15,00 

 

0,30 15,00 0,00 

 

0,643 5,230 

 

-0,539 

52 0,20 1,50 300,00 15,00 

 

0,30 15,00 20,00 

 

2,937 9,870 

 

2,109 

53 0,10 0,75 350,00 15,00 

 

0,30 15,00 0,00 

 

0,803 4,997 

 

-0,473 

54 0,20 0,75 350,00 15,00 

 

0,30 15,00 20,00 

 

2,220 9,797 

 

1,574 

55 0,10 1,50 350,00 15,00 

 

0,30 15,00 20,00 

 

0,463 2,793 

 

-1,186 

56 0,20 1,50 350,00 15,00 

 

0,30 15,00 0,00 

 

2,203 9,823 

 

1,567 

57 0,10 0,75 300,00 18,00 

 

0,30 15,00 0,00 

 

0,820 5,343 

 

-0,387 

58 0,20 0,75 300,00 18,00 

 

0,30 15,00 20,00 

 

2,547 10,663 

 

1,994 

59 0,10 1,50 300,00 18,00 

 

0,30 15,00 20,00 

 

0,377 2,560 

 

-1,299 

60 0,20 1,50 300,00 18,00 

 

0,30 15,00 0,00 

 

2,193 8,853 

 

1,354 

61 0,10 0,75 350,00 18,00 

 

0,30 15,00 20,00 

 

0,637 4,050 

 

-0,794 

62 0,20 0,75 350,00 18,00 

 

0,30 15,00 0,00 

 

2,247 9,590 

 

1,549 

63 0,10 1,50 350,00 18,00 

 

0,30 15,00 0,00 

 

0,483 3,400 

 

-1,043 

64 0,20 1,50 350,00 18,00 

 

0,30 15,00 20,00 

 

2,887 11,327 

 

2,382 

65 0,01 1,13 325,00 16,50 

 

0,15 10,00 10,00 

 

0,100 0,820 

 

-1,868 

66 0,29 1,13 325,00 16,50 

 

0,15 10,00 10,00 

 

* * 

 

* 

67 0,15 0,06 325,00 16,50 

 

0,15 10,00 10,00 

 

0,350 1,910 

 

-1,456 

68 0,15 2,19 325,00 16,50 

 

0,15 10,00 10,00 

 

1,573 6,817 

 

0,472 

69 0,15 1,13 254,29 16,50 

 

0,15 10,00 10,00 

 

0,650 5,257 

 

-0,529 

70 0,15 1,13 395,71 16,50 

 

0,15 10,00 10,00 

 

0,440 3,413 

 

-1,072 

71 0,15 1,13 325,00 12,26 

 

0,15 10,00 10,00 

 

0,390 3,383 

 

-1,115 

72 0,15 1,13 325,00 20,74 

 

0,15 10,00 10,00 

 

1,183 6,230 

 

0,065 

73 0,15 1,13 325,00 16,50 

 

0,15 10,00 10,00 

 

0,343 2,990 

 

-1,232 

74 0,15 1,13 325,00 16,50 

 

0,15 10,00 10,00 

 

0,540 3,283 

 

-1,027 

75 0,15 1,13 325,00 16,50 

 

0,15 10,00 10,00 

 

0,680 4,083 

 

-0,756 

76 0,15 1,13 325,00 16,50 

 

0,15 10,00 10,00 

 

0,520 3,247 

 

-1,049 

77 0,15 1,13 325,00 16,50 

 

0,15 10,00 10,00 

 

0,540 4,090 

 

-0,856 

78 0,15 1,13 325,00 16,50 

 

0,15 10,00 10,00 

 

0,323 2,993 

 

-1,246 

79 0,15 1,13 325,00 16,50 

 

0,15 10,00 10,00 

 

0,527 4,990 

 

-0,675 

80 0,15 1,13 325,00 16,50 

 

0,15 10,00 10,00 

 

0,607 3,453 

 

-0,942 

81 0,15 1,13 325,00 16,50 

 

0,15 10,00 10,00 

 

0,697 4,970 

 

-0,556 

82 0,15 1,13 325,00 16,50 

 

0,15 10,00 10,00 

 

0,430 2,863 

 

-1,196 
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 Para este conjunto de dados, os valores referentes aos resultados do experimento 

número 66 foram removidos do estudo, uma vez que os mesmos se caracterizaram como 

outliers e a presença destes poderia influenciar negativamente o resultado da modelagem 

matemática.  

Os comportamentos, das rugosidades mensuradas de Ra e Rt dos 82 experimentos, 

podem ser observados na Figura 4.7, que traz estes dados em ordem crescente. 

 

Figura 4.7 – Rugosidades mensuradas de Ra e Rt. 

 Considerações finais do capítulo 4.4.

Este capítulo teve o objetivo de descrever a aplicação do método experimental definido 

no Capítulo 3. Para a otimização do processo de fresamento a especificação do planejamento 

experimental utilizado é visto como algo primordial para que o problema de pesquisa seja 

estruturado de maneira organizada. Um processo industrial é composto de múltiplas variáveis 

de entrada e múltiplas respostas, sendo assim, o processo de usinagem utilizado como objeto 

de estudo neste trabalho, torna-se um exemplo muito útil para aplicação prática do método 

proposto. 
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As etapas realizadas para o planejamento e execução dos experimentos do processo de 

fresamento e também para o registro das respostas, compuseram uma das fases do método 

experimental permeada pela metodologia de superfície de respostas. As demais fases, onde 

são comparados os resultados atingidos por meio do método das somas ponderadas, o método 

NBI-MSE e o método NBI-PCA para arranjos combinados, serão os temas de discussão do 

próximo capítulo. 
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5 APLICAÇÃO E RESULTADOS DA METODOLOGIA 

Partindo-se dos resultados dos experimentos de fresamento, este capítulo tem o 

propósito de testar e validar a aplicabilidade do método NBI-PCA apresentado no Capítulo 3. 

Para tanto, o processo de usinagem será utilizado como objeto de estudo, comparando-se os 

resultados conseguidos por meio da aplicação dos métodos: somas ponderadas, NBI-MSE e 

NBI-PCA.     

  Base de dados 5.1.

Conforme mencionado anteriormente, a base de dados utilizada para testar a 

aplicabilidade do método desenvolvido, NBI-PCA para arranjos combinados, é originada dos 

experimentos realizados por Brito et al., (2014). Os parâmetros de rugosidade considerados 

para esta análise foram Ra (rugosidade média) e Rt (rugosidade total). Tal escolha se deve à 

ampla utilização destas métricas nos processos de fabricação. 

 Resultados pelo método das Somas Ponderadas e pelo método NBI-5.2.

MSE 

Tendo como ponto de partida os valores organizados na matriz experimental exposta 

na Tabela 4.1, observou-se, por meio do coeficiente de Correlação de Pearson, uma forte 

associação entre as variáveis de respostas Ra e Rt de 0,965. A correlação se mostrou 

estatisticamente significativa para o par de respostas cujo p-value calculado foi inferior a 5% 

de significância (P-value = 0,000).  

Aplicando-se o algoritmo dos mínimos quadrados ordinários, através do software 

estatístico MINITAB®, constatou-se que o percentual de ajuste do modelo (R
2
 adj.) estava 

aquém do desejado, indicando 70,08% para Ra e 71,22% para Rt. A percepção é que a 

inserção de variáveis de ruído (Z) na matriz de variáveis de controle (X), gera instabilidade 

nos resíduos, aumentando  a sua não-normalidade e consequentemente  diminuindo  o valor 

de R
2
 adj. Para contornar este problema a aplicação do método mínimos quadrados 

ponderados foi necessária. Utilizando como peso o inverso do resíduo ao quadrado, o 

percentual de ajuste para Ra alcançou 99,9% e para Rt em 99,1%. A aplicação das Eqs. 3.4 e 

3.5, num arranjo combinado para gerar uma superfície de resposta considerando o ruído, 
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transformam-se nas Eqs. 5.6 e 5.7 que expressam os valores obtidos para as constantes, para 

as variáveis de controle, para as variáveis de ruído e as respectivas interações, tanto para Ra,  

quanto para Rt.   

Ra (x, z) = 0,689 + 0,898   + 0,041    - 0,066    - 0,004    + 0,102   1 + 0,002   

            + 0,005    + 0,493   
  + 0,096   

 + 0,010  
 + 0,064   

  + 0,074 x1x2  

    - 0,088 x1x3 + 0,030 x1x4 + 0,048 x1z1 - 0,086 x1z2 + 0,042 x1z3 - 0,039 x2x3  

    + 0,018x2x4 + 0,013 x2z1 - 0,073 x2z2 - 0,012 x2z3 + 0,043 x3x4 + 0,020 x3z1  

    - 0,034 x3z2 - 0,041 x3z3 - 0,052 x4z1 - 0,013 x4z2 - 0,025 x4z3 

(5.6) 

  

Rt (x, z) = 4,72 + 3,17 x1 + 0,251 x2 - 0,261 x3 + 0,046 x4 + 0,877 z1 + 0,040 z2 

       - 0,049 z3 + 1,04   
  + 0,176   

  + 0,000   
  + 0,173    

  + 0,498 x1x2 

        - 0,225 x1x3 + 0,233 x1x4 + 0,310 x1z1 - 0,291 x1z2 + 0,188 x1z3 - 0,0205 x2x3  

   + 0,164 x2x4 - 0,087 x2z1 - 0,210 x2z2 - 0,127 x2z3 + 0,181 x3x4 + 0,128 x3z1  

   - 0,109 x3z2 + 0,042 x3z3 - 0,158 x4z1 - 0,016 x4z2 + 0,157 x4z3 

(5.7) 

Aplicando a propagação do erro para os modelos de média e variância para Ra e Rt, 

obtêm-se as respectivas equações:  
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Seguindo as etapas preconizadas no procedimento, Fig. 3.3, os valores para média e 

variância foram calculados usando um arranjo combinado, escrito  apenas, em termos de 

variáveis de controle, embora os fatores de ruído tenham sido utilizados na execução dos 

experimentos. Para realizar o cálculo da matriz pay off, para um caso bi-objetivo, foi usado a 

Eq. 5.12, que resultou nos valores dessa matriz, conforme é mostrado na Tabela 5.1 
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Tabela 5.1 – Matriz Pay off. 

Pay off - Ra e Rt Pay off - MSE1 e MSE2 

0,2301 0,4781 0,9079 0,9568 

2,3675 1,7954 1,9679 1,2173 

Com os valores conseguidos por meio da matriz Pay off, é possível efetuar a 

escalarização da função MSE. Como se trabalha com um caso bivariado, estes resultados 

serão obtidos pela aplicação das Eqs. 5.13 e 514. 
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Neste momento, executa-se o algoritmo GRG, Solver do Excel®, para minimizar o 

MSE. Visto que a equação de variância considera o efeito do ruído, o ajuste dos fatores de 

controle levará à minimização da variabilidade do processo garantindo, assim, a robustez do 

processo de fresamento. Os dados da otimização executada pelo método das somas 

ponderadas e pelo método NBI-MSE são mostrados nas Tabelas 5.2 e 5.3 respectivamente.  

Tabela 5.2 - Otimização das respostas pelo método somas ponderadas. 

 

 

Nota-se que a  otimização pelo método das somas ponderadas previu valores de 

rugosidade para Ra crescente enquanto que para Rt decrescente.   

w 1 w 2 x 1 x 2 x 3 x 4 Ra Rt Var Ra Var Rt

1,00 0,00 -0,899 0,373 -0,607 0,594 0,281 2,635 0,905 1,263 0,908 1,968

0,95 0,05 -1,193 0,571 -1,170 0,939 0,299 2,105 0,909 1,221 0,914 1,317

0,90 0,10 -1,242 0,601 -1,070 0,976 0,314 2,055 0,909 1,216 0,916 1,283

0,85 0,15 -1,270 0,630 -0,994 1,001 0,327 2,032 0,909 1,210 0,919 1,267

0,80 0,20 -1,292 0,656 -0,930 1,018 0,339 2,019 0,909 1,206 0,921 1,256

0,75 0,25 -1,309 0,680 -0,873 1,030 0,349 2,009 0,909 1,202 0,923 1,247

0,70 0,30 -1,325 0,702 -0,821 1,038 0,359 2,003 0,909 1,198 0,926 1,241

0,65 0,35 -1,338 0,722 -0,773 1,044 0,368 1,998 0,909 1,195 0,928 1,236

0,60 0,40 -1,351 0,740 -0,728 1,048 0,376 1,994 0,909 1,193 0,931 1,232

0,55 0,45 -1,362 0,756 -0,685 1,050 0,384 1,991 0,909 1,191 0,933 1,229

0,50 0,50 -1,373 0,771 -0,645 1,051 0,392 1,989 0,909 1,189 0,935 1,226

0,45 0,55 -1,383 0,785 -0,606 1,051 0,399 1,987 0,909 1,187 0,938 1,224

0,40 0,60 -1,393 0,797 -0,570 1,049 0,406 1,985 0,909 1,186 0,940 1,222

0,35 0,65 -1,401 0,808 -0,536 1,047 0,412 1,983 0,909 1,185 0,943 1,221

0,30 0,70 -1,410 0,817 -0,503 1,045 0,418 1,982 0,910 1,185 0,945 1,220

0,25 0,75 -1,418 0,826 -0,473 1,041 0,423 1,981 0,910 1,184 0,947 1,219

0,20 0,80 -1,425 0,833 -0,444 1,038 0,429 1,980 0,910 1,184 0,949 1,218

0,15 0,85 -1,432 0,840 -0,417 1,034 0,433 1,979 0,910 1,184 0,951 1,218

0,10 0,90 -1,438 0,846 -0,392 1,030 0,438 1,979 0,910 1,184 0,953 1,218

0,05 0,95 -1,445 0,851 -0,369 1,026 0,442 1,978 0,910 1,184 0,955 1,217

0,00 1,00 -1,450 0,855 -0,347 1,022 0,446 1,977 0,910 1,184 0,957 1,217

Correlação = -0,6304

Somas Ponderadas

Pesos Parâmetros Codificados Respostas
MSE 1 MSE 2
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Tabela 5.3 - Otimização das respostas pelo método NBI-MSE. 

 

Observa-se que as respostas otimizadas por meio das somas ponderadas e pelo método 

NBI-MSE apresentam correlações negativas de -0,6304 e -0,8023, respectivamente. É 

importante lembrar que correlações negativas (r < 0) indicam que uma das variáveis encolhe   

à medida que a outra é ampliada. Isto é, a obtenção de rugosidade baixa para uma das 

respostas está condicionada à rugosidade alta para outra resposta e vice-versa. No entanto, 

sabe-se que no processo de fresamento este tipo de resultado é irreal, uma vez que está sendo 

trabalhado um processo no qual todas as respostas são correlacionadas positivamente.  

 A seguir, é apresentado na Figura 5.1 o comportamento das rugosidades de Ra e Rt 

previsto pelo método NBI-MSE. Pode ser observado que os valores seguem em direções 

opostas. Enquanto Ra apresenta uma tendência crescente, Rt  apresenta uma tendência 

decrescente. Este comportamento é reflexo da correlação negativa (-0,8023) identificada entre 

as duas variáveis de resposta. 

 

w 1 w 2 x 1 x 2 x 3 x 4 Ra Rt Var Ra Var Rt

1,00 0,00 -0,899 0,373 -0,607 0,594 0,281 2,635 0,905 1,263 0,908 1,968

0,95 0,05 -0,922 0,395 -0,643 0,609 0,280 2,594 0,905 1,256 0,908 1,893

0,90 0,10 -0,946 0,416 -0,684 0,626 0,280 2,550 0,906 1,250 0,908 1,820

0,85 0,15 -0,972 0,437 -0,731 0,646 0,280 2,505 0,906 1,244 0,908 1,748

0,80 0,20 -0,998 0,458 -0,784 0,669 0,281 2,458 0,906 1,238 0,908 1,677

0,75 0,25 -1,026 0,478 -0,847 0,698 0,282 2,407 0,906 1,233 0,909 1,607

0,70 0,30 -1,055 0,497 -0,920 0,733 0,283 2,354 0,907 1,229 0,909 1,540

0,65 0,35 -1,084 0,516 -1,006 0,778 0,285 2,297 0,907 1,225 0,910 1,476

0,60 0,40 -1,115 0,535 -1,106 0,834 0,287 2,235 0,908 1,222 0,911 1,415

0,55 0,45 -1,146 0,552 -1,224 0,909 0,290 2,168 0,909 1,221 0,912 1,359

0,50 0,50 -1,199 0,574 -1,159 0,943 0,301 2,099 0,909 1,220 0,914 1,312

0,45 0,55 -1,248 0,607 -1,054 0,981 0,317 2,050 0,909 1,215 0,917 1,279

0,40 0,60 -1,286 0,648 -0,949 1,013 0,335 2,022 0,909 1,207 0,920 1,258

0,35 0,65 -1,316 0,689 -0,852 1,033 0,353 2,007 0,909 1,200 0,924 1,245

0,30 0,70 -1,341 0,726 -0,764 1,045 0,370 1,997 0,909 1,195 0,929 1,235

0,25 0,75 -1,363 0,757 -0,684 1,050 0,385 1,991 0,909 1,190 0,933 1,229

0,20 0,80 -1,382 0,784 -0,609 1,051 0,398 1,987 0,909 1,187 0,938 1,224

0,15 0,85 -1,401 0,807 -0,538 1,047 0,411 1,984 0,909 1,186 0,942 1,221

0,10 0,90 -1,418 0,826 -0,472 1,041 0,424 1,981 0,910 1,184 0,947 1,219

0,05 0,95 -1,434 0,842 -0,408 1,033 0,435 1,979 0,910 1,184 0,952 1,218

0,00 1,00 -1,450 0,855 -0,347 1,022 0,446 1,977 0,910 1,184 0,957 1,217

Correlação = -0,8023

NBI - MSE

Pesos Parâmetros Codificados Respostas
MSE 1 MSE 2
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Figura 5.1 – Rugosidades previstas pelo método NBI-MSE. 

Partindo-se dos dados das Tabelas 5.2 e 5.3, são geradas as fronteiras de Pareto pelos 

dois métodos, conforme é mostrado nas Fig. 5.2 (a) e 5.2 (b) respectivamente. 

Pareto – Somas Ponderadas 

 
(a) 

Pareto – NBI-MSE 

 
(b) 

Figura 5.2 - Fronteiras de Pareto pelas somas ponderadas e pelo NBI-MSE. 

Observando-se a Fig. 5.2(a), tem-se a noção do problema mencionado por Das e Denis 

(1997; 1998); Shukla e Deb (2007) e Vahidinasab e Jadid (2010) ao comentarem sobre  a 

deficiência do método das somas ponderadas em não gerar pontos uniformemente distribuídos 

ao longo da curva. Este problema é reportado por Brito et al. (2014) ao mencionar que o 

método não consegue identificar soluções eficientes entre os dois pontos de ancoragem. Paiva 

et al., (2014) acrescenta que, além dos problemas acima mencionados, o método das somas 
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ponderadas consegue gerar valores menores para MSE2, conforme pode ser observado na Tab. 

5.2, porque ignora o termo de correlação entre os fatores. Enfim, o método das somas 

ponderadas comparado com o método NBI, além de ignorar o efeito da correlação, não é 

capaz de produzir uma fronteira uniformemente espaçada, o que dificulta a identificação dos 

pontos de ótimo. 

 Resultado pelo método NBI-PCA para arranjos combinados 5.3.

Algumas etapas e alguns resultados são comuns entre os modelos. A primeira etapa,  

que diz respeito  a execução do planejamento experimental, já foi executada e os valores estão 

expostos na Tabela 4.1. A segunda etapa, também já executada, identificou o nível de 

correlação entre as respostas originais (Ra e Rt).  Este resultado indica forte correlação entre 

as duas variáveis com um coeficiente de 0,965, numa escala de 0 a 1.  

A extração dos escores dos componentes principais, etapa específica do método 

desenvolvido, ocorre por meio do Software Minitab®. Nesta etapa, os autovetores e  

autovalores de Ra e Rt são identificados, analisados e armazenados. Os autovetores, 

chamados de loading (pesos), representam a contribuição com que cada um dos eixos 

originais participa na composição dos novos eixos ou componentes principais. Os 

autovalores, por sua vez, representam a quantidade de variância original descrita pelos 

respectivos autovetores. Um autovalor é considerado significativo, de acordo com os critérios 

de Kaiser (Johnson e Wichern, 2007), quando este apresenta valor > 1,0 e variância 

acumulada superior a 80%. Para o trabalhado em questão foi utilizado apenas o primeiro 

componente principal, pois, como pode ser observado na Tabela 5.4, este satisfaz as duas 

condições.   

Tabela 5.4 – Autovalores e autovetores. 

 

Na quarta etapa da proposta estimaram-se os coeficientes de regressão dos escores do 

componente principal (PC score) com a aplicação do método dos mínimos quadrados 

Eigenvalue 1,9651 0,0349

Proportion 0,9830 0,0170

Cumulative 0,9830 1,0000

Eigenvectors PC 1 PC 2

Ra    0,7070 0,7070

Rt     0,7070 -0,7070
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ordinários. Nesta ação, alguns resultados foram analisados. O valor do R
2
 adj., métrica que 

expressa o poder de explicação do modelo em percentual (%), ficou abaixo do requerido 

(valor desejado > 80%, valor medido = 71,63%). Por outro lado, analisando os resíduos do 

modelo, verificou-se que os dados são normais com AD = 0,351 e P-value = 0,461, conforme 

pode ser observado na Figura 5.3.   

 

Figura 5.3 – Gráfico dos resíduos: PC score. 

A afirmação de que os resíduos, apresentados na Fig. 5.3, são normais é fundamentada 

na literatura onde Myers, Montegomery e Anderson-Cook (2009) dizem que a suposição de 

normalidade é satisfeita quando os valores dos resíduos se apresentam de forma aderente ao 

longo da reta. Montgomery (2009) diz que outra forma para avaliar a normalidade dos dados é 

por meio das análises do coeficiente de Anderson-Darling (AD) que deve apresentar um 

resultado < 1 e o valor de p-value deve ser superior a 5%, para que a hipótese de normalidade 

dos erros de previsão não seja rejeitada. 

Constatado que o coeficiente de ajuste (R
2
adj.) aferido não é adequado para o modelo, 

a 5ª etapa do método deve ser executada. Os escores de componentes principais devem ser 

otimizados por meio do algoritmo WLS considerando uma matriz de peso. O passo que 

antecede a elaboração da matriz de peso baseia-se na abordagem empregada por Lopes et al., 

(2013) definida pela Eq. (2.36). Esta abordagem consiste em determinar a incerteza 
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multivariada do componente principal considerando os autovetores, os desvios padrão, as 

variâncias e a correlação entre as variáveis de respostas. Esta última é fundamental para o 

sucesso do método. Alertando que negligenciar a correlação entre as variáveis pode levar a 

resultados que, na prática, podem não se concretizar. Com os resultados da incerteza 

multivariada do componente principal (  
   ), aplica-se a Eq. (2.37) para obtenção da matriz 

de peso (WPC) que ponderará os PC scores através do algoritmo WLS. 

Como resultado, observa-se que o valor do coeficiente de ajuste passou de 71,63% 

para 96,90%, isto é, um aumento de 25,27p.p. (pontos percentuais). Então, as equações do 

componente principal para média e variância que trata as etapas 6 e 7 podem ser escritas 

como: 

μ (PC1RaRt) = - 0,655 + 1,344 x1 + 0,102 x2 - 0,119 x3 + 0,0175 x4 + 0,265 z1 

     (x, z)     + 0,0084 z2 - 0,0100 z3 + 0,623 x1x1 + 0,106 x2x2 + 0,0181 x3x3 

                  + 0,0843 x4x4 + 0,165 x1x2 - 0,122 x1x3 + 0,102 x1x4 + 0,133 x1z1 

                  - 0,138 x1z2 + 0,0702 x1z3 - 0,0394 x2x3 + 0,0588 x2x4 + 0,0030 x2z1 

               - 0,113 x2z2 - 0,0495 x2z3 + 0,0678 x3x4 + 0,0392 x3z1 - 0,0476 x3z2 

  - 0,0108 x3z3 - 0,0609 x4z1 - 0,0365 x4z2 + 0,0271 x4z3 

(5.15) 

 

σ
2
 (PC1RaRt )  = (0,2651 + 0,1333 x1 + 0,0030 x2 + 0,0392 x3 – 0,0609 x4)

2
 +  

       (x, z)           (0,0084 - 0,1377 x1 - 0,1128 x2 - 0,0476 x3 - 0,0365 x4)
2
 + 

                 (-0,0100 + 0,0702 x1 - 0,0495 x2 - 0,0108 x3 + 0,0271 x4)
2
  

(5.16) 

Aplicando a propagação do erro para os modelos de média e variância para PC1, 

obtêm-se as respectivas equações:  

  

4342324131
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2

2
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43211

060,0061,0050,0110,0144,0   

177,0071,0002,0096,0569,0   

028,0107,0102,0342,1578,0,

xxxxxxxxxx

xxxxxx

xxxxPCEz





zx

 (5.17) 
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028,0054,0114,0143,0001,0    

057,0046,0017,0113,0263,0,







xxxx

xxxx

xxxxPCVar zx

 (5.18) 

Uma percepção vinda com a implementação da proposta é que a inserção de variáveis 

de ruído (Z) na matriz de variáveis de controle (X), gera uma instabilidade nos resíduos, 
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aumentando a sua não-normalidade e consequentemente, diminuindo o valor de  R
2
adj. Para 

contornar este problema, utilizou-se WLS como em Lopes et al., (2013). 

Os alvos para médias e variâncias de Ra e Rt, etapa 8, foram conseguidos executando-

se  a otimização individual por meio do Solver do Excel®. A partir destes resultados foi 

possível efetuar a transformação dos mesmos em alvos para µ e σ
2
 do componente principal, 

etapa 9.   

A execução da décima etapa, que diz respeito à obtenção de pesos para média e 

variância não foi realizada. Conforme informado no início deste item, esta etapa só é 

necessária quando o primeiro componente principal não apresentar como resultado um 

autovalor significativo, isto é maior que 1,0 e variância acumulada superior a 80%. Sendo 

assim, as informações necessárias para obtenção dos alvos de média e variância para o 

componente principal são mostradas na Tabela 5.5. 

Tabela 5.5 – Alvos de média e variância para PC1. 

 

Agora, para utilizar o método NBI acoplado às rotinas de otimização do método 

MMSE é necessário estabelecer as funções objetivo para média ƒ(µ) e para variância ƒ(σ
2
). 

Para tanto, as Eq. 3.15 e 3.16 foram aplicadas e os resultados obtidos são: ƒ(µ) = 0,02906 e 

ƒ(σ
2
)= 1,9936. O próximo passo é o cálculo da matriz pay off, que para o caso bivariado,  

executam-se as funções ƒ(µ)x e para variância ƒ(σ
2
)x, conforme descrito pelas Eq. 3.17 e 3.18. 

Os resultados destas equações podem ser visualizados na Tabela 5.6. 

Tabela 5.6 – Matriz Pay off (µ e σ
2
). 

Pay off PC1 µ e σ
2
 

0,01007 0,1102 

2,03894 1,98296 

Alvo (y ) Média Desvio padrão Z Auto-vetor Alvos PC1

Média Ra 0,2301 1,3259 1,0182 -1,0762 0,7070 -0,7609

Média Rt 1,7954 6,0514 3,3786 -1,2597 0,7070 -0,8906

PC1μ -1,6515

VarRa 0,9000 0,9333 0,0219 -1,5216 0,7070 -1,0758

VarRt 1,0730 2,1130 0,6790 -1,5318 0,7070 -1,0830

PC1 VarRaRy -2,1588
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Em problemas de otimização multiobjetivo, de acordo com Tang e Xu (2002), os pesos 

podem ser escolhidos a partir de diferentes combinações convexas, de tal modo que

121 ww , com w1 e w2 > 0, gerando um conjunto de soluções não inferiores (Pareto 

ótimas). Partindo-se desta premissa, foram definidos os pesos numa escala de 0,5 e estes 

foram atribuídos ao modelo para dar início à execução da otimização.  

 A abordagem de otimização por meio do método NBI-PCA, escrito conforme Eq. 3.19 

previu, através do algoritmo GRG - Solver do Excel®, valores de rugosidade e variância para 

Ra e Rt e,  também, valores para as funções de média ƒ(µ) e variância ƒ(σ
2
), ora apresentados  

na Tabela 5.7. Vale observar que a correlação, outrora calculada para as respostas originais, 

permanece para os novos valores de rugosidade concebidos pelo método de otimização 

aplicado. 

Tabela 5.7 – Otimização pelo Método NBI-PCA. 

 

W1 W2 x 1 x 2 x 3 x 4 Ra Rt Var Ra Var Rt

1,00 0,00 -1,239 -0,008 -1,263 0,933 0,262 2,076 0,920 1,335 0,010 2,039

0,95 0,05 -1,230 0,056 -1,241 0,972 0,264 2,074 0,919 1,312 0,010 2,033

0,90 0,10 -1,220 0,119 -1,214 1,012 0,267 2,078 0,917 1,290 0,011 2,028

0,85 0,15 -1,209 0,183 -1,182 1,053 0,271 2,088 0,915 1,269 0,011 2,023

0,80 0,20 -1,197 0,245 -1,144 1,095 0,277 2,105 0,914 1,247 0,012 2,018

0,75 0,25 -1,183 0,305 -1,100 1,140 0,285 2,130 0,913 1,225 0,014 2,013

0,70 0,30 -1,167 0,361 -1,048 1,188 0,294 2,165 0,911 1,205 0,015 2,008

0,65 0,35 -1,148 0,409 -0,984 1,236 0,303 2,211 0,910 1,185 0,018 2,004

0,60 0,40 -1,124 0,442 -0,861 1,256 0,313 2,278 0,909 1,168 0,021 2,000

0,55 0,45 -1,098 0,469 -0,766 1,308 0,324 2,349 0,908 1,151 0,025 1,997

0,50 0,50 -1,071 0,486 -0,698 1,381 0,337 2,425 0,907 1,135 0,029 1,994

0,45 0,55 -1,043 0,495 -0,651 1,466 0,351 2,505 0,907 1,121 0,034 1,991

0,40 0,60 -1,013 0,492 -0,594 1,542 0,365 2,593 0,907 1,111 0,041 1,989

0,35 0,65 -0,978 0,475 -0,515 1,598 0,378 2,692 0,907 1,105 0,047 1,987

0,30 0,70 -0,939 0,453 -0,451 1,646 0,391 2,794 0,907 1,102 0,055 1,986

0,25 0,75 -0,898 0,431 -0,410 1,685 0,402 2,895 0,906 1,101 0,063 1,985

0,20 0,80 -0,856 0,412 -0,393 1,716 0,413 2,994 0,906 1,102 0,072 1,984

0,15 0,85 -0,814 0,398 -0,397 1,738 0,424 3,089 0,906 1,103 0,081 1,983

0,10 0,90 -0,774 0,389 -0,415 1,754 0,434 3,178 0,905 1,105 0,091 1,983

0,05 0,95 -0,736 0,382 -0,442 1,766 0,444 3,262 0,905 1,106 0,100 1,983

0,00 1,00 -0,701 0,378 -0,473 1,772 0,454 3,340 0,904 1,108 0,110 1,983

Respostas
ƒ(µ) ƒ(σ2)

Pesos

0,9916Correlação =

Parâmetros codificados
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 A análise de componentes principais é uma técnica que quebra a estrutura de 

correlação ao transformar as respostas originais em escores de componentes principais. 

Todavia, constata-se que a metodologia resguarda ao máximo as informações de partida, uma 

vez que, ao se reconstituirem os novos valores para as respostas, gerados pelo método de 

otimização, estes apresentam a mesma estrutura de correlação dos dados originais.   

A correlação positiva entre as respostas pode ser percebida por meio da apresentação 

da Figura 5.4. Nesta figura se percebe a tendência de crescimento entre os valores de 

rugosidades tanto para Ra  quanto para Rt. 

 

Figura 5.4 – Rugosidades previstas pelo método NBI-PCA. 

A partir dos resultados armazenados na Tabela 5.7 é possível plotar a Fonteira de 

Pareto conforme é apresentada na Figura 5.5 
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Figura 5.5 – Fronteira de Pareto NBI-PCA. 

Conforme pode ser observado, a fonteira de Pareto apresentada na Fig. 5.5 foi gerada 

conforme planejado. Uma fronteira contínua e uniformemente distribuída onde é possível 

identificar visualmente todos os pontos de ótimo plotados na curva da fronteira. 

A partir dos valores alcançados pelo método de otimização, foram plotadas outras 

fronteiras para média em função da variância das respostas Ra e Rt, conforme são 

apresentadas nas Figuras 5.6 e 5.7. 

 

Figura 5.6 – Fonteira de Pareto para Ra. 
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Figura 5.7 – Fonteira de Pareto para Rt. 

Observa-se, nestas figuras, que as fronteiras geradas para as respostas individuais 

mantêm-se contínuas e uniformemente distribuídas. 

 Comparação dos resultados NBI-MSE versus NBI-PCA  5.4.

Neste tópico serão abordados e comparados os resultados alcançados com a aplicação 

dos métodos NBI-MSE e NBI-PCA. Para tanto, algumas representações gráficas dos resultados 

aferidos, permeadas pelos dados experimentais, serão utilizadas para que seja possível 

visualizar o comportamento dos dados.  

Conforme foi observado nas Figuras 5.2(b) e 5.5, os dois métodos foram capazes de 

plotar fronteiras de Pareto uniformemente distribuídas. Então, aparentemente, ambos  

cumprem com o objetivo de indicar um conjunto de soluções ótimas numa região viável. Os  

resultados podem ser observados na Figura 5.8, que apesar das escalas diferentes, pode-se 

observar os efeitos da utilização do método NBI. 
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Figura 5.8 – Fronteiras de Pareto: NBI-MSE versus NBI-PCA. 

Avaliando-se a uniformidade da Figura 5.8, supõe-se que existam poucas diferenças 

entre os métodos. Então, avaliando-se os dados apresentados nas Tabelas 5.3 e 5.7 nota-se 

que, apesar dos métodos NBI-MSE e NBI-PCA apresentarem formas gráficas supostamente 

parecidas, os valores de rugosidade previstos pelo método NBI-MSE, para as métricas Ra e 

Rt, são antagônicos aos  valores de rugosidade previstos pelo método NBI-PCA, para as 

mesmas métricas. Este resultado pode ser conferido na Figura 5.9. 

 

Figura 5.9 – Fronteiras previstas pelos modelos para  Ra e Rt. 
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Observa-se que a projeção dos valores para as métricas Ra e Rt apresentam tendências 

diferentes. Essa inclinação fica mais nítida quando os valores projetados pelos métodos, para 

as mesmas métricas, são sobrepostos. Esta distinção pode ser verificada na ilustração gráfica 

apresentada na Figura 5.10.     

 

Figura 5.10 – Sobreposição das fronteiras previstas pelos modelos para  Ra e Rt. 

Diante do que foi exposto até o momento, constataram-se que ambos os métodos são 

capazes de plotar fronteiras de Pareto uniformemente distribuídas. Todavia, a aplicação do 

método objetiva ir além da criação de uma fronteira visualmente perfeita. Espera-se que, mais 

do que uma fronteira equiespaçada com pontos de ótimo, os valores projetados para as 

métricas em estudo sejam factíveis.  

Então, para realizar uma análise assertiva sobre os resultados, decidiram-se cruzar os 

valores projetados para Ra e Rt  pelos dois métodos, NBI-MSE e NBI-PCA, com a base de 

dados dos resultados experimentais. Estas informações estão apresentadas, em sua forma 

gráfica, na Figura 5.11. Nela são exibidos três conjuntos de dados com as seguintes legendas: 

i) valores experimentais, representados por círculos sem preenchimento, ii) valores previstos 

pelo método NBI-MSE, representados por círculos na cor preta e, iii) valores previstos pelo 

método NBI-PCA, representados por quadrados vermelhos. 
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Figura 5.11 – Valores dos experimentos (Tab. 4.1) versus valores previstos pelos modelos de 

otimização. 

Nesta figura observa-se que a maior concentração dos dados está posicionada na parte 

inferior do gráfico. Esta aglutinação ocorre devido ao processo de otimização, que tem como 

função objetivo a minimização dos valores de rugosidade. Apesar  da grande quantidade de 

pontos concentrados no canto inferior esquerdo do gráfico, é possível identificar o que cada 

conjunto representa. Nesta primeira análise, nota-se que os resultados produzidos pelos 

experimentos, identificados pelos círculos sem preenchimento, estão numa diagonal 

crescente. Os resultados produzidos pelo método NBI-MSE, círculos preenchidos em preto, 

formam uma parábola na base do gráfico, apontando para direções opostas aos resultados dos 

experimentos. Agora, os resultados produzidos pelo método NBI-PCA, quadrados preenchidos 

em vermelho, formam uma diagonal crescente na mesma direção dos dados produzidos pelos 

experimentos.  

Para que as declarações a respeito dos dados contidos na Figura 5.11 sejam 

confirmadas, ampliou-se a extremidade inferior esquerda do gráfico. O enquadramento da 

área expandida é apresentado na Fig. 5.12. 

 

3,53,02,52,01,51,00,50,0

16

14

12

10

8

6

4

2

0

Ra

R
t

Rt * Ra - experimental

Rt * Ra - MMSE-NBI

Rt * Ra - MSE

Variable



92 

 

 

 

Figura 5.12 – Ampliação da área de pontos de ótimos. 

Observa-se que os valores previstos pelo método NBI-MSE se desviam tanto dos 

valores experimentais quanto dos valores ótimos, previstos pelo método NBI-PCA, formando 

uma diagonal oposta em relação aos demais conjuntos de dados. 

A otimização dos dados por meio do método NBI-MSE plotou uma fronteira de Pareto 

com pontos de ótimo aparentemente normal. No entanto, quando outros resultados são 

adicionados, percebe-se a contraposição entre eles. Conforme pode ser observado, ainda  na 

Figura 5.12, a otimização NBI-MSE produziu resultados com correlação negativa (-0,8023) 

para as variáveis de respostas Ra e Rt.  Isso explica o motivo da curva ser plotada na diagonal 

oposta. Agora, analisando-se na mesma figura os resultados da otimização produzidos via 

NBI-PCA, percebe-se que os pontos de ótimo seguem no mesmo sentido dos resultados 

experimentais. Estes resultados apresentam uma correlação positiva de 0,9916.  

A rugosidade total (Rt), segundo Machado et al., (2009), é diretamente influenciada 

por qualquer defeito ou irregularidade na superfície do material trabalhado. Portanto, por 

meio desta métrica, é possível identificar com mais facilidade os resultados decorrentes dos 

métodos aplicados. Com a intenção de ratificar a capacidade do método em prever valores 

confiáveis, é mostrado na Figura 5.13 os valores de Rt previstos pelos dois métodos e 

confrontados com os valores mensurados nos experimentos.  
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Figura 5.13 – Rugosidade de Rt mensurada versus previstas. 

Diante do exposto, pode-se concluir que o método  NBI-PCA, além de gerar uma 

fronteira de Pareto com pontos de ótimo alcançáveis,  é capaz de resguardar a correlação 

existente entre as variáveis de resposta sem deixar que os pesos atribuídos prevaleçam sobre a 

estrutura de correlação. 

Govindaluri (2007) aplicou o método MSE na modelagem de projeto robusto com 

características de qualidade (CQ) correlacionadas. Ele informou que o método considerou 

essas características de forma independente e, assim, processou a otimização para uma única 

característica. Portanto, o método empregado não foi capaz de manter as correlações 

estatísticas entre as CQ.  

As considerações de Govindaluri (2007) reforçam a convicção que o método utilizado 

foi o responsável pela geração de correlação negativa entre as variáveis de respostas. 

 Experimentos de confirmação 5.5.

Na otimização de um projeto robusto é utilizado um modelo matemático, 

contemplando uma configuração de variáveis de controle, desenvolvido com o objetivo de 

mitigar os efeitos dos ruídos presentes no processo. Então, para validar a capacidade do 
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método desenvolvido, executam-se os experimentos de confirmação e comparam-se os 

resultados reais com os resultados calculados para a condição otimizada. Todavia, para não 

comprometer a análise final dos dados e a interpretação dos resultados, é necessário planejar o 

experimento (tamanho da amostra) e os parâmetros a serem utilizados.  

Em geral, quanto maior o tamanho da amostra, maior o poder de análise. No entanto, 

uma amostra muito grande envolve altos custos em termos de tempo e esforço. Então, para 

evitar o esforço desnecessário, a técnica Power and Sample Size, recurso disponível no 

software Minitab®, foi aplicada para identificar a quantidade ideal de experimentos que 

validasse os resultados do método proposto. Considerando-se que o projeto robusto de 

parâmetros tem o objetivo de minimizar o efeito das variáveis incontroláveis (ruídos), a 

técnica estatística determinará o número mínimo de experimentos necessários para detectar as 

diferenças previamente identificadas nas Equações 5.6 e 5.7.  Para que o teste tenha a 

capacidade de apontar essas diferenças, caso elas ainda existam, foi determinado o poder de 

teste (1-β), Power de 80%, com diferenças de magnitudes de 0,2 para Ra e 1,8 para Rt. A 

base de cálculo destes valores de magnitudes são as mesmas Equações 5.6 e 5.7, nas quais se 

observa que o efeito “desgaste da ferramenta” (z1) é a única variável incontrolável (ruído) 

com significância estatística no processo de fresamento. Visto que o efeito pode variar tanto 

para mais  (+),  quanto para menos (-) , isto é, Ymáx e  Ymín, a  magnitude é  o valor do efeito 

multiplicado por 2 . Logo, chegou-se à magnitude para Ra calculando-se (2× 0,102) e, para 

Rt,  (2× 0,877). 

Quanto aos parâmetros a serem utilizados nos experimentos de confirmação, cada 

ponto na fronteira de Pareto, ilustrado pela Figura 5.5, é um candidato à solução para o 

problema. Todos, de acordo com Yoo e Harman (2007), formam um conjunto de soluções no 

qual cada um denota uma forma possível de equilibrar os objetivos de uma maneira 

globalmente ideal. Diante desta afirmação, foram selecionados três pontos para serem 

analisados na execução dos experimentos. Os pontos selecionados, de acordo com a escala de 

pesos, correspondem a 10%, 50% e 90%. Procurou-se trabalhar com um ponto central e dois 

pontos equidistantes, porém, evitando-se os extremos. 

Com base no desvio-padrão, correspondente ao conjunto de dados dos pontos 

escolhidos, e no target do poder do teste, aplicou-se o Power and Sample Size for One-way 

ANOVA.  Como resultado, obteve-se o Power Curve, gráfico produzido pelo software 
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Minitab® que, além do número de experimentos necessários, indica também o poder efetivo 

do teste. Nas Figuras 5.14 (a), (b) e (c) pode-se observar os resultados com pesos equivalentes 

a w= 0,1; w= 0,5 e w= 0,9 para a resposta Ra. 

 

Figura 5.14 (a) – Power curve para Ra com peso = 10%. 

 

Figura 5.14 (b) – Power curve para Ra com peso = 50%. 
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Figura 5.14 (c) – Power curve para Ra com peso = 90%. 

E nas Figuras 5.15 (a), (b) e (c) pode-se observar os resultados com pesos equivalentes 

a w= 0,1;  w= 0,5 e w= 0,9  para a resposta Rt. 

 

Figura 5.15 (a) – Power curve para Rt com peso = 10%. 
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Figura 5.15 (b) – Power curve para Rt com peso = 50%. 

 

Figura 5.15 (c) – Power curve para Rt com peso = 90%. 

2,01,51,00,50,0

1,0

0,8

0,6

0,4

0,2

0,0

Maximum Difference

P
o

w
e

r

A lpha 0,05

StDev 0,485

# Lev els 3

A ssumptions

3

4

6

14

Size

Sample

Power Curve for One-way ANOVA: w=0,5

3,02,52,01,51,00,50,0

1,0

0,8

0,6

0,4

0,2

0,0

Maximum Difference

P
o

w
e

r

A lpha 0,05

StDev 0,625

# Lev els 3

A ssumptions

3

4

5

9

22

Size

Sample

Power Curve for One-way ANOVA: w=0,9



98 

 

 

Na Tabela 5.8 é apresentado um resumo dos valores aferidos com a aplicação da 

técnica Power and Sample Size for One-way ANOVA para Ra e Rt nos três pontos 

selecionados da fronteira de Pareto, correspondentes  à escala de pesos em 10%, 50% e 90%. 

Tabela 5.8 – Resultados da aplicação do Power Simple Size. 

 

 

Assim, para satisfazer às condições identificadas, um estudo de Taguchi foi planejado. 

Os projetos de Taguchi tentam identificar os fatores de controle que minimizam os efeitos dos 

fatores de ruído. Durante a experimentação manipulam-se os fatores de ruído para forçar a 

ocorrência da variabilidade e, em seguida, encontrar as configurações ideais dos fatores de 

controle que tornam o processo robusto, ou mais resistente à influência dos fatores de ruído 

(ASILTÜRK e NESELI, 2012; SUBULAN e CAKMAKCI, 2012).  

Logo, considerando-se as três variáveis de ruído - desgaste de flanco da ferramenta 

(Z1), variações na concentração do fluido de corte (Z2) e variação do fluxo do fluido de corte 

(Z3) - em três níveis (-1; 0; +1), identificou-se a necessidade de execução de 9 experimentos 

para cada condição de peso (10%, 50% e 90%).  Portanto, planejou-se 27 experimentos para 

confirmar a efetividade do método desenvolvido.   

Antes da realização dos experimentos, os parâmetros codificados, fornecidos pelo 

método, foram transformados em parâmetros decodificados para as variáveis de controle: 

Avanço por Dente - Fz (mm/dente), Profundidade - Ap (mm), Velocidade - Vc (m/min) e 

Penetração - Ae (mm).  Assim, obtiveram-se os valores ótimos para cada variável de controle 

nos respectivos pontos escolhidos, conforme é apresentado na Tabela 5.9. 

 

 

Pesos Características medidas Ra Rt

N° de experimentos necessários 4 3

Poder do teste (%) 84% 92%

N° de experimentos necessários 5 3

Poder do teste (%) 83% 88%

N° de experimentos necessários 10 4

Poder do teste (%) 83% 87%

50%

90%

10%
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Tabela 5.9 – Parâmetros do Modelo. 

 

 

Com o objetivo de manter as mesmas condições experimentais na qual foi concebido o 

primeiro conjunto de dados, a execução dos experimentos de confirmação  ocorreu no  LAM  

- Laboratório de Automação e Manufatura da Universidade Federal de Itajubá. Os 

experimentos foram executados no sentido concordante, ou seja, a rotação da ferramenta 

coincide com o sentido de avanço da mesa do Centro de Usinagem Fadal.  Após o fresamento 

de cada corpo de prova, as duas métricas de rugosidade (Ra e Rt) foram medidas três vezes 

em cada uma das três posições sobre a peça - nas extremidades e no centro do corpo de prova. 

O equipamento utilizado para aferir os valores foi o rugosímetro Mitutoyo Surfest SJ-201 

apresentado no Item 4.2, Figura 4.4.  

A confirmação é relativa à robustez dos pontos de ótimo com três diferentes pesos 

correspondentes a 10%, 50% e 90%. A partir dos valores de rugosidade aferidos nestes 

pontos, foi possível calcular média (µ) e desvio-padrão (σ) para as métricas Ra e Rt. 

Calcularam-se também, usando a carta de controle para médias e desvio padrão, os limites de 

confiança inferior e superior identificados pelas siglas LCB (do inglês lower confidence 

bound) e UCB (do inglês upper confidence bound).  Todos os valores, aqui mencionados, 

estão expostos na Tabela 5.10 que traz os resultados das medições dos experimentos de 

confirmação, assim como, os valores de média e desvio padrão.  

  

(-1) (+1) 10% 50% 90% 10% 50% 90%

Fz 0,1 0,2 -1,220 -1,071 -0,774 0,11 0,10 0,089

Ap 0,75 1,5 0,119 0,486 0,389 1,27 1,31 1,170

Vc 300 350 -1,214 -0,698 -0,415 314,63 307,55 294,65

Ae 15 18 1,012 1,381 1,754 19,13 18,57 18,018

Níveis
Fatores

Parâmetros DecodificadosParâmetros codificados
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Tabela 5.10 – Medições dos experimentos de Confirmação. 

 

Conforme pode ser observado, na Tabela 5.10, os valores previstos pelo método NBI-

PCA, para média e desvio padrão, foram estimados dentro dos limites de confiança superior e 

inferior. Os desvios padrão indicados pelo modelo NBI-PCA é o resultado da raiz das 

variâncias de cada métrica (Ra e Rt) apresentadas anteriormente na Tabela 5.7. 

x 1 x 2 x 3 x 4 z 1 z 2 z 3 Ra1 Ra2 Ra3 Ra (µ) Ra (σ) Rt1 Rt2 Rt3 Rt (µ) Rt (σ)

1 0,11 1,27 314,63 19,13 0 5 0 0,48 0,60 0,47 0,519 0,072 3,05 3,36 2,57 2,992 0,398

2 0,11 1,27 314,63 19,13 0 10 10 0,58 0,75 0,59 0,643 0,095 3,26 4,52 3,00 3,592 0,813

3 0,11 1,27 314,63 19,13 0 15 20 0,41 0,63 0,46 0,503 0,115 2,46 2,50 2,93 2,629 0,261

4 0,11 1,27 314,63 19,13 0,15 5 10 0,51 0,60 0,51 0,543 0,052 2,72 3,22 2,57 2,836 0,340

5 0,11 1,27 314,63 19,13 0,15 10 20 0,46 0,42 0,47 0,453 0,026 2,38 2,40 3,22 2,666 0,479

6 0,11 1,27 314,63 19,13 0,15 15 0 0,43 0,54 0,51 0,496 0,057 2,39 2,56 4,54 3,162 1,195

7 0,11 1,27 314,63 19,13 0,3 5 20 0,73 0,96 0,60 0,766 0,182 5,62 4,57 3,98 4,722 0,831

8 0,11 1,27 314,63 19,13 0,3 10 0 0,32 0,27 0,21 0,269 0,055 3,14 2,53 2,50 2,722 0,361

9 0,11 1,27 314,63 19,13 0,3 15 10 0,47 0,33 0,43 0,413 0,072 3,86 2,72 3,97 3,516 0,692

LCB 0,351 0,055 2,039 0,403

UCB 0,673 0,157 4,369 1,142

NBI-PCA 0,434 0,072 3,178 0,453

1 0,10 1,31 307,55 18,57 0 5 0 0,08 0,14 0,18 0,133 0,050 1,20 2,25 1,56 1,665 0,534

2 0,10 1,31 307,55 18,57 0 10 10 0,19 0,24 0,27 0,233 0,040 1,85 2,02 2,05 1,969 0,108

3 0,10 1,31 307,55 18,57 0 15 20 0,26 0,32 0,28 0,287 0,031 1,64 3,29 1,92 2,279 0,883

4 0,10 1,31 307,55 18,57 0,15 5 10 0,39 0,42 0,33 0,380 0,046 3,15 2,02 2,73 2,629 0,571

5 0,10 1,31 307,55 18,57 0,15 10 20 0,36 0,41 0,41 0,393 0,029 1,97 2,14 2,44 2,179 0,238

6 0,10 1,31 307,55 18,57 0,15 15 0 0,21 0,37 0,24 0,273 0,085 1,41 2,01 1,79 1,732 0,304

7 0,10 1,31 307,55 18,57 0,3 5 20 0,91 0,72 0,20 0,610 0,368 5,82 6,22 3,16 5,062 1,663

8 0,10 1,31 307,55 18,57 0,3 10 0 0,17 0,19 0,16 0,173 0,015 3,70 3,40 3,16 3,415 0,271

9 0,10 1,31 307,55 18,57 0,3 15 10 0,21 0,17 0,07 0,150 0,072 3,17 3,67 1,65 2,825 1,052

LCB 0,062 0,080 1,804 0,474

UCB 0,524 0,226 4,012 1,345

NBI-PCA 0,337 0,086 2,425 0,485

1 0,089 1,17 294,65 18,02 0 5 0 0,15 0,12 0,28 0,181 0,085 2,40 1,01 1,80 1,732 0,697

2 0,089 1,17 294,65 18,02 0 10 10 0,17 0,32 0,23 0,237 0,075 1,68 1,66 1,62 1,649 0,031

3 0,089 1,17 294,65 18,02 0 15 20 0,24 0,18 0,29 0,234 0,055 2,23 1,51 3,63 2,452 1,078

4 0,089 1,17 294,65 18,02 0,15 5 10 0,30 0,29 0,32 0,301 0,015 3,66 2,72 2,29 2,885 0,701

5 0,089 1,17 294,65 18,02 0,15 10 20 0,10 0,20 0,27 0,187 0,085 0,97 1,50 1,21 1,222 0,265

6 0,089 1,17 294,65 18,02 0,15 15 0 0,18 0,08 0,16 0,137 0,053 1,63 1,08 1,03 1,242 0,333

7 0,089 1,17 294,65 18,02 0,3 5 20 0,59 0,23 0,30 0,371 0,191 4,34 2,23 2,53 3,029 1,142

8 0,089 1,17 294,65 18,02 0,3 10 0 0,26 0,37 0,55 0,391 0,146 2,61 2,80 2,52 2,639 0,143

9 0,089 1,17 294,65 18,02 0,3 15 10 0,14 0,78 0,54 0,484 0,323 2,22 4,68 3,38 3,422 1,231

LCB 0,026 0,088 0,923 0,459

UCB 0,535 0,249 3,582 1,303

NBI-PCA 0,267 0,131 2,078 0,625

Respostas

Pesos
Nº. 

Exp.

10%

50%

90%

Fatores de controle Fatores de ruído
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Para testar a igualdade entre os valores encontrados nos experimentos de confirmação 

e os valores fornecidos pelo modelo NBI-PCA, aplicou-se o teste de hipótese para média e 

variância. Os resultados deste teste podem ser observados na Tabela 5.11.  

Tabela 5.11 – Teste de hipótese para média e variância. 

 

Todos os valores de P_value estão acima de 0,05. Isto indica que não há evidência 

estatística para rejeição da hipótese nula, tanto para média quanto para o desvio padrão, que 

podem ser escritas como: 

H0: µ(NBI-PCA) = µ(experimentos) 

H1: µ(NBI-PCA) ≠ µ(experimentos) 

e 
H0: σ(NBI-PCA) = σ(experimentos) 

H1: σ(NBI-PCA) ≠ σ(experimentos) 

Todas as respostas foram estimadas dentro dos limites de confiança (95%). Assim, os 

experimentos de confirmação comprovam que o ruido foi mitigado, portanto, não foi 

significativo para os resultados. 

 

 

 

Média 0,434 0,512 0,021

Desvio padrão 0,072 0,082 0,479

Média 3,178 3,204 0,899

Desvio padrão 0,453 0,596 0,172

Média 0,337 0,293 0,296

Desvio padrão 0,086 0,118 0,116

Média 2,425 2,639 0,387

Desvio padrão 0,485 0,702 0,065

Média 0,267 0,280 0,772

Desvio padrão 0,131 0,130 0,891

Média 2,078 2,252 0,465

Desvio padrão 0,625 0,680 0,608

Valores         

NBI-PCA 
Medidas

50%

Ra

Rt

90%

Ra

Rt

Pesos Métricas P_value

Ra

Rt

10%

Valores  

Experimentos
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6 CONCLUSÕES 

Este trabalho apresentou uma nova abordagem para otimização robusta multivariada 

de experimentos, considerando uma combinação de métodos para deixar o processo mais 

resistente à variabilidade. Para tanto, uma abordagem híbrida foi concebida com a 

composição do método NBI e a técnica PCA em um arranjo combinado para grupos de média 

e variância, objetivo geral deste trabalho. Para comprovar a eficácia desta nova abordagem e 

atingir os objetivos especificados no item 1.1.1., foi utilizado o processo de fresamento do aço 

AISI 1045. Os dados experimentais, resultantes deste processo, foram trabalhados e 

analisados sob as perspectivas dos métodos somas ponderadas, NBI-MSE e pelo método 

desenvolvido, intitulado “NBI-PCA para arranjos combinados”. 

 Numa primeira análise, dos dados experimentais extraídos do processo de fresamento, 

percebeu-se que o modelo apresentava um ajuste (R
2
 adj.) abaixo do desejado, tanto para as 

respostas originais, Ra (70,08%) e Rt (71,22%), quanto para o componente principal 

(PC=71,63%). Tais valores, abaixo da proporção desejada de 80%, refletem a presença dos 

fatores de ruído trabalhados como variáveis de controle. O baixo rendimento destes 

coeficientes justificou a aplicação do método dos mínimos quadrados ponderados nas 

respostas originais, Ra e Rt, e no PC(RaRt). Após a realização deste procedimento, o percentual 

de ajuste para Ra atingiu 99,9%,  para Rt em 99,1% e 96,90% para PC(RaRt). Assim, cumpriu-

se o objetivo de elevar o índice de explicação do modelo,  maximizando os percentuais de R
2 

adj. e minimizando as variâncias.  

Comparando-se os resultados conseguidos com a aplicação dos métodos somas 

ponderadas e NBI-MSE versus NBI-PCA, pode-se elencar algumas conclusões: 

a) O método de somas ponderadas, como já havia sido previsto, não foi capaz de 

gerar uma fronteira uniformemente espaçada.  Esta falha prejudicou a detecção das 

possíveis soluções na região da fronteira, onde ocorreu a aglutinação dos pontos 

ótimos; 

b) Se o método das somas ponderadas for aplicado em função objetivo 

correlacionadas, isso conduz a resultados que, na prática, não serão alcançados; 



103 

 

 

c) O método NBI-MSE foi capaz de gerar uma fronteira de Pareto contínua e 

uniforme. A arquitetura do método NBI foi crucial na construção de uma fronteira 

contínua e uniformemente distribuída; 

d) No entanto, o método NBI-MSE falha quando as diversas funções objetivo são 

correlacionadas. Na tentativa de separar as funções objetivo correlacionadas, o 

método, influenciado pela atuação dos pesos, previu resultados irreais com índice 

negativo de correlação (-0,8023);  

e) As métricas analisadas Ra e Rt são, em geral, altamente correlacionadas. Portanto, 

num processo de fresamento não se consegue obter um valor de rugosidade baixa 

para uma em sacrifício da outra e vice-versa. Além do mais, as melhorias são 

realizadas no processo e não na resposta individual; 

f) Observa-se que ambos os métodos, somas ponderadas e NBI-MSE, ignoram a 

correlação entre as respostas e conduzem a resultados que, na prática, não se 

sustentam; 

g) A partir dos resultados oriundos da aplicação do método NBI-PCA foi possível 

gerar uma fronteira de Pareto equiespaçada com múltiplas respostas, numa região 

de soluções e graduais trade-offs; 

h) Os novos valores para Ra e Rt, resultantes da otimização pelo método NBI-PCA, 

apresentaram um coeficiente de correlação de 0,9916. Isto prova que o método é 

capaz de manter a estrutura de correlação entre as variáveis de resposta;  

i) Aponta-se o efeito do desgaste da ferramenta (z1) como única variável 

incontrolável (ruído) com significância estatística no processo de fresamento; 

j) Na Tabela 5.10 são apresentados os resultados dos experimentos de confirmação. 

Constata-se que os valores fornecidos pelo método NBI-PCA, para média e desvio 

padrão, foram estimados dentro dos intervalos de confiança; 

k) Conclui-se, por meio dos dados apresentados nas Tabelas 5.10 e 5.11, que o 

método NBI-PCA é robusto, é capaz de atenuar o efeito do ruído no processo e, 

principalmente, gera resultados exequíveis.  

  



104 

 

 

 Contribuições do trabalho 6.1.

Até então, todos os trabalhos identificados na literatura sempre alertaram quanto ao 

risco de negligenciar a correlação. Todavia, os efeitos práticos desta negligência não foram 

trazidos ao conhecimento dos pesquisadores. Este trabalho mostrou o quão danoso pode ser o 

efeito da correlação ao apresentar resultados, vistos como ótimos, mas que na prática não 

podem ser alcançados.   

O método desenvolvido, NBI-PCA para arranjos combinados, é uma contribuição 

significativa no processo de otimização. Este método, além de reduzir a quantidade de dados, 

característica do PCA,  é  capaz de produzir um conjunto de valores ótimos reais. 

 Sugestões para estudos futuros 6.2.

Realizar um estudo aplicando a análise de componentes principais sobre o valor dos 

coeficientes β e verificar se todos os resultados serão melhores ou semelhantes aos aferidos 

pela aplicação de PCA sobre as respostas originais.  

Aplicar o Método NBI-PCA na concepção de um arranjo cruzado para testar a robustez 

do método nesta condição.  
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