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Resumo

As redes neurais de funções de base radial (RBF - Radial Basis Function) têm sido
utilizadas para a resolução de vários problemas em diversos contextos. Os parâmetros de
uma rede de base radial (valores de centros, larguras e pesos) têm grande influência na sua
capacidade de mapear relações entre seus dados de entrada e sáıda. Algumas abordagens
apresentam procedimentos diversificados para determinar e otimizar estes parâmetros.

Este trabalho aborda a combinação de métodos não supervisionados com o algoritmo
de enxame de part́ıculas (PSO – Particle Swarm Optimization) para a determinação
de parâmetros em redes RBF. O algoritmo de otimização realiza um refinamento nos
valores das larguras das funções de base radial a partir de um procedimento prévio de
seleção de parâmetros. Utilizando valores pré-ajustados, o algoritmo converge em um
menor número de passos em relação aos parâmetros inicializados aleatoriamente. O uso
da abordagem proposta proporciona uma boa melhoria na exatidão de modelos de redes
RBF em aplicações de aproximação de funções, previsão de série temporal e classificação
de padrões.



Abstract

Radial Basis Function (RBF) neural networks have been used to solve several problems
in diverse contexts. The parameters of a radial basis network (values of centers, widths
and weights) have great influence on its capacity to map the relations of their input and
output data. Some approaches use different alternatives to determine and optimize these
parameters.

This paper addresses the combination of unsupervised methods with the Particle
Swarm Optimization (PSO) algorithm for the determination of parameters in RBF networks.
The optimization algorithm performs a refinement in the width values in radial basis func-
tion from a previous procedure of parameter selection. By using pre-adjusted values, the
algorithm converges with a smaller number of steps in relation to the randomly initialized
parameters. The use of the proposed approach brings a good improvement to the accu-
racy of the RBF networks models in applications of function approximation, time series
prediction, and pattern classification.
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5 Ilustração do deslocamento de uma part́ıcula no espaço de busca. . . . . p. 32

6 Topologia global. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . p. 34

7 Topologia local. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . p. 34

8 Fluxograma de um algoritmo básico de PSO. . . . . . . . . . . . . . . . . p. 35

9 Passos de execução do algoritmo PSO. . . . . . . . . . . . . . . . . . . . p. 38

10 Dados da função não linear. . . . . . . . . . . . . . . . . . . . . . . . . . p. 42

11 Agrupamentos resultantes. . . . . . . . . . . . . . . . . . . . . . . . . . . p. 43

12 Fluxograma do procedimento de seleção prévia de parâmetros. . . . . . . p. 46
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1 Introdução

Este caṕıtulo apresenta as considerações iniciais deste trabalho e menciona as estratégias

de treinamento utilizadas para o ajuste de parâmetros em uma rede neural de base radial.

Em seguida, apresenta a proposta e os objetivos principais do trabalho.

1.1 Considerações iniciais

As redes neurais artificiais são modelos computacionais inspirados em neurônios bioló-

gicos com aplicações em várias áreas. Uma das dificuldades encontradas ao se estabelecer

um modelo neural, é garantir que o mesmo apresente uma boa capacidade de generalização

independente do contexto empregado (UROLAGIN; PREMA; REDDY, 2012).

Entre as arquiteturas de redes neurais existentes, as redes de funções de base radial

(RBF - Radial Basis Function) têm sido amplamente utilizadas na resolução de proble-

mas envolvendo aproximação de funções (SCHILLING; JR; AL-AJLOUNI, 2001) (JIN-YUE;

BAO-LING, 2013), classificação de padrões (ZHANG et al., 2007) (NOMAN; SHAMSUDDIN;

HASSANIEN, 2009) (LI et al., 2013), previsões de valores em séries temporais (SUN et al.,

2005) (YAN et al., 2005) (CAIQING; PEIYU, 2010) e outras aplicações. Os parâmetros livres

deste tipo de rede (os valores dos centros e das larguras das funções radiais e os dados dos

pesos da camada de sáıda) têm grande influência na sua capacidade de mapear relações

entre seus dados de entrada e sáıda, e consequentemente devem ser ajustados apropriada-

mente. O ajuste destes parâmetros pode ser realizado através de procedimentos distintos.

Algumas estratégias utilizadas são classificadas como emṕıricas, auto-organizadas e su-

pervisionadas (HAYKIN, 2001). Também podem ser utilizados processos de aprendizagem

h́ıbridos, onde o primeiro estágio é responsável por ajustar os parâmetros que constituem

as funções de base radial (valores de centros e larguras), onde são empregados métodos

não supervisionados, e no segundo estágio de treinamento podem-se aplicar métodos su-

pervisionados para o ajuste dos pesos da camada de sáıda da rede (BARALDI et al., 2000).
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Para tratar questões relacionadas com problemas de mı́nimos locais e de taxas baixas

na convergência nos procedimentos de treinamento, estes processos de aprendizagem são

combinados com métodos de otimização baseados na computação evolucionária, tais como

os algoritmos genéticos (DING et al., 2012), enxame de part́ıculas (FATHI; MONTAZER,

2013), colônia de formigas (JUN; ZUHUA, 2014) e outros, com a finalidade de encontrar uma

solução ótima no ajuste de parâmetros e garantir uma rápida convergência no treinamento

da rede em questão.

1.2 Objetivo

Este trabalho tem como proposta a utilização de um algoritmo de otimização por

enxame de part́ıculas (PSO – Particle Swarm Optimization), para realizar o ajuste fino

de parâmetros em redes RBF, cujos parâmetros iniciais são pré-selecionados através de

uma abordagem não supervisionada. Diferentemente de alguns estudos realizados como

em Chen, Qin e Jia (2008) e Noman, Shamsuddin e Hassanien (2009), os valores das

larguras das funções de base radial serão otimizados por um algoritmo de PSO. Aplicações

em aproximações de funções, previsão de séries temporais e classificação de padrões serão

utilizadas para mostrar o potencial da abordagem proposta. Os resultados obtidos serão

comparados com técnicas utilizadas em outros trabalhos.

1.3 Organização

Os próximos caṕıtulos da dissertação estão organizados conforme descrito a seguir:

O Caṕıtulo 2 traz uma revisão bibliográfica referente aos principais artigos consultados

no desenvolvimento deste trabalho.

O Caṕıtulo 3 trata dos conceitos básicos sobre redes neurais artificiais, destacando-se

as redes neurais do tipo RBF. Apresenta também conceitos sobre os métodos de treina-

mento utilizados para o ajuste dos parâmetros livres da rede, abordando métodos de ajuste

não supervisionados, como o algoritmo de agrupamento Fuzzy C-Means e os métodos de

ajuste supervisionados, como o algoritmo de otimização por enxame de part́ıculas.

O Caṕıtulo 4 aborda os métodos utilizados neste trabalho para o ajuste dos parâmetros

de uma rede RBF. A partir de um procedimento prévio de ajuste de parâmetros, será

proposta a utilização do algoritmo de otimização por enxame de part́ıculas para realizar

um ajuste fino nas larguras das funções de ativação de uma rede RBF.
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O Caṕıtulo 5 apresenta alguns experimentos para ilustrar a aplicação da metodologia

proposta.

O Caṕıtulo 6 conclui a dissertação e propõe sugestões para trabalhos futuros.
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2 Revisão Bibliográfica

Este caṕıtulo contém uma resenha bibliográfica referente aos principais artigos consul-

tados no desenvolvimento deste trabalho. Foram pesquisados artigos relacionados com

procedimentos supervisionados no ajuste de parâmetros de redes neurais artificiais com

funções de base radial, principalmente em abordagens que utilizam algoritmos genéticos

(GA – Genetic Algorithm) ou exame de part́ıculas (PSO – Particle Swarm Optimization)

na otimização dos parâmetros correspondentes.

As principais estratégias utilizadas para o ajuste dos parâmetros (centros, larguras

e pesos) de redes neurais de função de base radial (RBF – Radial Basis Function) são

classificadas como emṕıricas, auto-organizadas e supervisionadas (HAYKIN, 2001). Algu-

mas abordagens utilizam procedimentos que combinam métodos supervisionados e auto-

organizados para o treinamento dos parâmetros da rede, e são conhecidas na literatura

como estratégias h́ıbridas. Outras estratégias utilizam combinações de procedimentos de

aprendizagem supervisionada com algoritmos de otimização para a determinação ótima

dos parâmetros de redes RBF.

Em Schwenker, Kestler e Palm (2001) foram discutidos alguns métodos para o trei-

namento de uma rede RBF, onde as estratégias de treinamento foram divididas em três

fases de aprendizado. Na primeira fase os valores dos pesos da camada de sáıda da rede

são calculados através de uma estratégia supervisionada, os dados dos centros das funções

de base radial são restritos a um subconjunto de amostras de treinamento, e os valores

das larguras são pré-determinados. Na segunda fase de aprendizado é sugerido que os

valores dos parâmetros sejam ajustados separadamente com técnicas de treinamento. Os

valores dos centros podem ser determinados através de algoritmos de agrupamento, vetor

de quantização ou classificação em árvore, e os pesos da camada de sáıda através de algum

método supervisionado, como o gradiente descendente. Na terceira fase de aprendizado é

proposto que todos os parâmetros da rede RBF pré-determinados pela segunda fase sejam

ajustados através de algum procedimento de otimização.
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Em Guerra e Coelho (2005) sugeriu-se que os valores dos centros e das larguras das

funções de base radial de uma rede RBF fossem determinados através dos algoritmos de

agrupamento K-Means e Fuzzy C-Means (FCM) para fins de comparação, e os pesos da

camada de sáıda calculados pelo método da pseudo-inversa. Em seguida, foi utilizado

um algoritmo PSO para a otimização destes valores pré-determinados pelos algoritmos

de agrupamento. O trabalho de Zhu e He (2006) propõe a utilização do algoritmo de

agrupamento Fuzzy C-Means para a determinação dos valores dos centros e larguras das

funções de base radial, e o método do gradiente descendente para determinar os pesos da

camada de sáıda.

Em Chen, Qin e Jia (2008) os dados dos centros das redes de base radial foram deter-

minados através de um método de agrupamento subtrativo e otimizados por um algoritmo

de PSO. As larguras das funções de base radial foram determinadas através da distância

média entre os centros calculados, e os pesos da camada de sáıda através do método dos

mı́nimos quadrados (LMS - Least Mean Squares). Em Aik e Zainuddin (2008) foi utili-

zada para o treinamento de uma rede de função de base radial uma versão modificada

do algoritmo de agrupamento Fuzzy C-Means que é baseada na medida de distância de

simetria. O procedimento resultou em vantagens tal como um tempo de treinamento mais

rápido, melhores exatidões nos resultados obtidos e uma arquitetura de rede reduzida. Em

Ziyang et al. (2008) foi proposto um novo método de aprendizagem para as redes RBF

baseado no agrupamento Fuzzy C-Means e no algoritmo de otimização por colônias de

formigas (AC - Ant Colony). Os centros foram determinados pelo algoritmo FCM e os

pesos da camada de sáıda foram determinados pelo método dos mı́nimos quadrados. O

AC foi introduzido para otimizar dois parâmetros do algoritmo FCM, como o expoente de

ponderação (weigthing expoent) que impacta no desempenho do algoritmo, e o parâmetro

relacionado ao número de clusters associados com a capacidade de interpolação da rede

RBF resultante.

O trabalho de Noman, Shamsuddin e Hassanien (2009) sugeriu que os valores dos

centros e das larguras das funções de base radial fossem determinados através do algo-

ritmo de agrupamento K-Means, e dados dos pesos estabelecidos via método dos mı́nimos

quadrados, sendo estes parâmetros depois otimizados por um algoritmo de PSO. Em Li,

Dong e Zhang (2009) foi utilizado o método de agrupamento FCM para determinar os

centros das funções de base radial, e o método da pseudo-inversa utilizado para a deter-

minação dos pesos da camada de sáıda da rede. O método proposto demonstrou rápida

convergência e um erro relativo médio menor em comparação a utilização do algoritmo de

agrupamento K-Means. Em Liu, Chen e Song (2009) uma nova estrutura de rede RBF foi
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proposta a partir da utilização de um algoritmo de agrupamento Fuzzy C-Means baseado

em algoritmo genético, cuja aplicação estava relacionada com o diagnóstico de falhas em

giroscópios e acelerômetros. O algoritmo Fuzzy C-Means combinado com o GA garan-

tiu a obtenção de valores otimizados para os centros dos clusters. Em Wang, Xie e Sun

(2009) foi proposta a utilização de um algoritmo de PSO para calcular e otimizar os pesos

da camada de sáıda de redes RBF. Os valores dos centros e das larguras das funções de

base radial foram determinados via algoritmo de agrupamento K-Means. Em Chun-tao,

Kun e Li-yong (2009) foi proposto um procedimento para treinamento de uma rede RBF

com a utilização de um algoritmo de PSO e um método de alocação de recursos (RAN -

Resource Allocation Network). O número de funções de base radial da camada escondida

da rede foi determinado pelo RAN, e todos os parâmetros livres da rede foram otimizados

via PSO. Em Esmaeili e Mozayani (2009) os valores dos centros, números de centros e

valores das larguras das funções de base radial de uma rede RBF foram determinados via

algoritmo de PSO, e os dados dos pesos da camada de sáıda determinados por método de

decomposição em valores singulares.

Em Chen e Qian (2009), Su-wei (2010) e Lianghai e Yiming (2010) uma rede neural

RBF foi projetada e treinada através de um algoritmo de PSO para determinar todos

os parâmetros livres da rede (centros, larguras e pesos). Em Changbing e Wei (2010) os

valores dos centros e das larguras das funções de base radial de uma rede RBF foram

determinados por um algoritmo genético. Nos trabalhos de Ming, Bin e Zhong (2010),

Qing-wei, Zhi-Hai e Jian (2010) e Pan et al. (2011) também foi utilizado o algoritmo

genético para determinar todos os parâmetros livres (centros, larguras e pesos) da rede

RBF. Em Caiqing e Peiyu (2010) os dados dos centros das funções de base radial de redes

RBF foram determinados pelo método de agrupamento K-Means, os valores das larguras

foram fixadas em um valor e os pesos da camada de sáıda da rede foram determinados

via algoritmo PSO. Em Sun e Li (2010) foi utilizado um modelo de rede RBF para pre-

visão e identificação de mercado de ações. O algoritmo de aprendizado utilizado para o

treinamento da rede RBF foi dividido em dois estágios. No primeiro estágio, foi utilizada

uma estratégia não supervisionada onde o algoritmo de agrupamento K-Means foi esco-

lhido para a determinação do número e posições iniciais dos centros e larguras das funções

de base radial. Os pesos iniciais foram calculados pelo método dos mı́nimos quadrados.

No segundo estágio, utilizou-se de uma estratégia supervisionada onde um algoritmo de

treinamento baseado no método do gradiente foi utilizado para o ajuste dos parâmetros

pré-determinados no estágio anterior. Em Lin e Wu (2011) foi proposto um algoritmo

aprendizagem para melhorar o desempenho de uma rede RBF através da combinação de
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um algoritmo supervisionado e de um não supervisionado. Foi desenvolvido um algoritmo

de aprendizagem de dois passos. No primeiro passo, os valores dos centros das funções de

base radial são selecionados a partir de uma análise dos dados de entrada da rede através

um mapa auto-organizável (SOM - Self Organized Maps). Deste processamento foram

extráıdos também os posśıveis valores das larguras que irão compor as funções de base

radial da rede RBF em questão. No segundo passo, os valores dos centros determinados

via SOM foram avaliados através de um algoritmo supervisionado, e os dados dos pesos

calculados pelo método dos mı́nimos quadrados. Em Golbabai e Safdari-Vaighani (2011)

as informações dos centros das funções de base radial foram determinadas a partir de um

esquema de quantização vetorial, e os pesos da camada de sáıda da rede determinados

a partir dos mı́nimos quadrados. Os valores das larguras foram determinados a priori a

partir do método dos p-vizinhos mais próximos, e escalados através de um fator, sendo

este otimizado por um algoritmo genético. Em Alzohairy (2011) foi proposta uma estra-

tégia para o controle adaptativo de sistemas não lineares utilizando uma rede de função

de base radial. O processo de treinamento para o ajuste dos parâmetros da rede RBF foi

dividido em duas fases. Na primeira fase, utilizou-se uma estratégia não supervisionada

utilizando o algoritmo de agrupamento K-Means para a determinação dos valores iniciais

dos dados dos centros, e o método dos p-vizinhos mais próximos para o cálculo das largu-

ras das funções de base radial. Na segunda fase, utilizou uma estratégia supervisionada

através do método do gradiente descendente para otimizar os valores dos centros e das

larguras pré-determinados, e depois estimar os valores dos pesos da camada de sáıda da

rede. Em Tao, Jianping e Bingxin (2011) foi utilizada uma combinação de dois algoritmos

de aprendizagem supervisionada na estimação dos dados dos centros e das larguras das

funções de base radial, e os pesos da camada de sáıda foram ajustados através do método

dos mı́nimos quadrados. O procedimento proposto foi aplicado no diagnóstico de câncer

de pulmão através de redes RBF. Delican, Ozyilmaz e Yildirim (2011) apresentou diferen-

tes métodos baseados nos algoritmos evolucionários para a determinação dos parâmetros

livres de uma rede RBF propostos para o diagnóstico da doença de Parkison. Algoritmos

de otimização por enxame de part́ıculas, GA e o algoritmo baseado em colônia de abelhas

foram utilizados para o treinamento da rede. Através dos experimentos foi demonstrado

que o algoritmo colônia de abelhas obteve o melhor resultado em termos de tempo de

processamento e exatidão para o diagnóstico da doença.

Em Niros e Tsekouras (2012) foi proposto um método de agrupamento h́ıbrido para

estimar os valores dos centros e das larguras das funções de base radial. O procedimento

baseou-se na combinação de técnicas de agrupamento via conjuntos fuzzy e conjuntos
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convencionais (crisp), onde os pesos da camada de sáıda da rede foram determinados

através do método dos mı́nimos quadrados. Em Wu e Liu (2012) uma rede neural RBF

foi utilizada em um sistema de previsão de consumo de combust́ıvel de véıculos. Os dados

dos centros das funções de base radial foram determinados pelo algoritmo de agrupa-

mento K-Means. Em seguida, os valores das larguras foram determinados pelo método

do p-vizinhos mais próximos e os pesos da camada de sáıda determinados pelo algoritmo

LMS. Ao final, a rede RBF proposta foi comparada com uma rede multicamadas, com

um melhor desempenho resultante na rede de base radial. Em Xue-qin e Tong-di (2012)

foi utilizada uma rede RBF em um sistema de avaliação da qualidade de água. Os dados

dos centros e dos desvios das funções de base radial foram inicialmente calculados pelo

algoritmo de agrupamento K-Means, e os pesos da camada de sáıda foram determinados

diretamente pelo método dos mı́nimos quadrados. Em seguida todos os parâmetros da

rede foram otimizados via algoritmo PSO. Em Cui, Wang e Yang (2012) uma rede RBF

foi utilizada em uma aplicação para o diagnóstico de falhas. Os parâmetros da rede como

os valores dos centros, larguras e o número de funções de base radial foram determina-

dos por um algoritmo de PSO, e os pesos obtidos diretamente pelo método dos mı́nimos

quadrados. Em Yu-liang et al. (2012) foi utilizada uma rede RBF para o diagnóstico de

falhas na geração de uma unidade geradora. Os dados dos centros, larguras e pesos da

rede RBF foram determinados e otimizados por um modelo PSO-GA, onde o algoritmo

genético foi utilizado com o objetivo de melhorar o desempenho do algoritmo de otimiza-

ção por enxame de part́ıculas, aumentando a velocidade de treinamento e a precisão de

convergência da rede. Em Ding et al. (2012) foi proposta a utilização de um procedimento

h́ıbrido via GA para otimização dos parâmetros (centros, larguras e pesos) de redes RBF.

Maruzuki, Ishak e Setumin (2012) utilizaram uma rede RBF otimizada via PSO para o

reconhecimento de placas de carros na Malásia, Ji, Zhou e Yu (2012) para aplicação em

um determinado sistema de controle, Shuzhi, Jie e Xianwen (2012) para auxiliar nas es-

timativas de pureza em um processo de produção de cloreto de vinil, e Song et al. (2012)

para previsão de fluxo de tráfico de dados em sistemas de comunicação.

Em Jin-Yue e Bao-Ling (2013) os dados dos centros foram determinados pelo algoritmo

de agrupamento K-Means e os valores dos desvios determinados pela distância máxima

entre os centros selecionados. Os pesos da camada de sáıda foram determinados pelo mé-

todo dos mı́nimos quadrados. Em Kayhan, Ozdemir e Eminoglu (2013) foram revisados

alguns métodos para inicialização de uma rede RBF e apresentados procedimentos para

construção de redes através de um algoritmo h́ıbrido. No primeiro passo do algoritmo

proposto, o número e os valores das posições dos centros de uma rede RBF foram de-
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terminados utilizando um algoritmo como o CPN (Counter Propagation Network). No

segundo passo os parâmetros relacionados com as larguras foram determinados através de

algoritmos de agrupamentos como o GK (Gustafson–Kessel). No terceiro passo os valores

dos pesos da rede foram otimizados através do método do gradiente descendente. Em

Ozdemir e Eminoglu (2013) também foi proposto um algoritmo de treinamento h́ıbrido

para construção de redes RBF. No primeiro estágio do treinamento foi determinado o

número e a localização dos centros das funções de base radial através de um algoritmo

OLS (Orthogonal Least Squares). Em seguida, todos os parâmetros da rede foram ajus-

tados pelo algoritmo GK. O segundo estágio foi dividido em dois passos. O primeiro

passo realizou um ajuste nos pesos da camada de sáıda da rede utilizando o algoritmo de

Levenberg-Marquardt e os outros parâmetros (centros e larguras) foram fixados em valo-

res pré-determinados. Posteriormente, os dados dos centros e das larguras das funções de

base radial foram ajustados pelo algoritmo do gradiente descendente. Em Chang (2013)

foi proposto um método h́ıbrido que combina a utilização do algoritmo dos mı́nimos qua-

drados ortogonais com algoritmo genético na construção de modelos via redes RBF para

a previsão de geração de energia de origem eólica. O algoritmo OLS foi utilizado para

determinar o número ótimo de nós da rede. Em seguida, os valores dos centros, das lar-

guras das funções de base radial e dos pesos da camada de sáıda da rede foram ajustados

através de um algoritmo genético. Li et al. (2013) utilizaram uma rede RBF otimizada

via PSO para avaliação de crédito pessoal em sistemas bancários. Em Li, Cong e Zhang

(2013) um modelo de rede otimizado por um algoritmo genético foi constrúıdo para a

utilização no processo de tratamento de esgoto.

Em Jun e Zuhua (2014) um algoritmo de otimização por colônia de formigas foi

utilizado para otimizar os parâmetros livres de uma rede RBF para a previsão de tráfico

de dados em redes de comunicação. O algoritmo garantiu uma boa convergência dos

parâmetros da rede RBF e melhorou sua capacidade de generalização.
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3 Revisão de Conceitos

Este caṕıtulo aborda os conceitos básicos sobre redes neurais artificiais destacando as redes

neurais de função de base radial (RBF – Radial Basis Function). Apresenta também

algumas técnicas de treinamento utilizadas para o ajuste dos parâmetros livres da rede,

destacando os métodos de ajuste não supervisionados, como o algoritmo de agrupamento

Fuzzy C-Means e os métodos de ajuste supervisionados, como o algoritmo de otimização

por enxame de part́ıculas (PSO – Particle Swarm Optimization).

3.1 Redes Neurais Artificiais

3.1.1 Introdução

As redes neurais artificiais são modelos computacionais inspirados em neurônios bi-

ológicos. Elas possuem a capacidade de armazenar informações através de interligações

conhecidas como sinapses (HAYKIN, 2001). O processo de aprendizagem é realizado atra-

vés de algoritmos de treinamento que ajustam os parâmetros livres da rede de forma a

alcançar uma determinada resposta desejada. O primeiro modelo de neurônio artificial foi

introduzido por McCulloch e Pitts (1943), e o diagrama da Figura 1 ilustra a estrutura

deste modelo.

O modelo do neurônio artificial é constitúıdo dos seguintes elementos básicos (HAYKIN,

2001):

1. Sinais de entrada, referenciados pelo vetor de entrada x = [x0, x1, x2, . . . , xn], res-

ponsáveis por trazer informações do ambiente externo;

2. Pesos sinápticos, referenciados pelo vetor de peso w = [w0, w1, w2, . . . , wn], respon-

sáveis pela ponderação das variáveis de entrada;

3. Somador ou combinador linear
∑

, responsável por gerar um potencial de ativação
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Figura 1: Modelo de um neurônio artificial.

na entrada da função de ativação correspondente, através do somatório dos sinais

de entrada que são ponderados pelos respectivos pesos sinápticos;

4. Função de ativação G(.), responsável por limitar o sinal de sáıda produzido pelo

combinador linear;

5. Sinal de sáıda y, corresponde ao valor final produzido pelo modelo em relação a um

determinado padrão de entrada aplicado.

Um valor de bias, representado por “b”, pode ser aplicado externamente, sendo res-

ponsável por alterar o valor da entrada da função de ativação. O sinal de entrada x0, cujo

valor é fixado em 1, e o peso sináptico w0 que se refere ao próprio valor de b, são adicio-

nados ao modelo. Assim, o modelo de neurônio pode ser representado matematicamente

através das equações (3.1) e (3.2). As funções de ativação G(.), que definem a sáıda do

neurônio, são classificadas em vários tipos e estão detalhadas nas referências (HAYKIN,

2001) e (SILVA; SPATTI; FLAUZINO, 2010).

v =
n∑

i=0

wixi (3.1)

y = G(v) (3.2)

Desde o primeiro modelo matemático inspirado em neurônios biológicos, vários pes-
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quisadores realizaram estudos no desenvolvimento de outros modelos computacionais, re-

sultando em uma série de arquiteturas de redes e algoritmos de aprendizagem. As arqui-

teturas das redes definem como os neurônios estão estruturados e como se relacionam com

as estratégias de aprendizagem utilizadas nos treinamentos das redes.

3.1.2 Tipos de Arquitetura

Determinados tipos de arquiteturas de redes neurais podem ser divididos em três

camadas: a camada de entrada, que conecta a rede ao meio externo responsável por

trazer informações (padrões ou exemplos); a camada escondida ou oculta, responsável pelo

processamento da rede; e a camada de sáıda, responsável pela apresentação dos resultados.

Estas arquiteturas podem ser divididas em classes que se diferenciam pela maneira como

os neurônios são interligados e pela quantidade de camadas existentes. Entre elas estão

as redes alimentadas adiante (feedforward) com camada única, redes alimentadas adiante

com múltiplas camadas e redes recorrentes (SILVA; SPATTI; FLAUZINO, 2010).

As redes feedforward de camada única são constitúıdas de uma camada de entrada e

uma camada de sáıda composta por modelos de neurônios. Os sinais são propagados da

entrada para a sáıda e nunca vice-versa. Os principais tipos de rede que se enquadram

nesta arquitetura são o Perceptron e o Adaline. Já as redes feedforward de múltiplas

camadas são constitúıdas por uma camada de entrada, uma ou mais camadas ocultas, e

uma camada de sáıda. São empregadas em diversos tipos de problemas, como aproximação

de funções, classificação de padrões e outros. Os principais tipos de rede que se enquadram

nesta arquitetura são o Perceptron de múltiplas camadas (redes MLP) e as redes de função

de base radial (redes RBF).

As redes recorrentes podem ser constitúıdas de camadas de neurônios, cujas sáıdas

são sinais de entrada para outros neurônios, ou seja, existe um sistema de realimentação

de informações. Podem ser empregadas em problemas de previsão de séries temporais,

identificação de sistemas e outros. Os principais tipos de rede que se enquadram nesta

arquitetura são as redes de Hopfield e as redes de Perceptron de múltiplas camadas com

realimentação.

3.1.3 Processos de Aprendizagem

Uma questão importante para uma rede neural é sua habilidade em aprender (HAYKIN,

2001). O processo de treinamento consiste em ajustar os parâmetros livres da rede através
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de algum algoritmo de aprendizagem, de modo que, para qualquer padrão ou exemplo

aplicado à entrada da rede, ela seja capaz de produzir uma sáıda próxima daquela desejada.

Segundo Haykin (2001), a aprendizagem de uma rede neural pode ser dividida em dois

paradigmas: a aprendizagem supervisionada e a não supervisionada.

Na aprendizagem supervisionada a rede neural trabalha com a supervisão de um

“instrutor” que conhece o ambiente computacional e a relação existente entre a entrada

e a sáıda da rede. Durante o processo de treinamento, para uma determinada amostra

aplicada à entrada da rede, o instrutor é capaz de informar qual será sua sáıda desejada.

Os parâmetros livres da rede devem ser ajustados por um algoritmo de aprendizado até

que o erro gerado pela rede seja o menor posśıvel, ou seja, deve-se minimizar a diferença

entre a resposta fornecida pela rede e a resposta desejada.

Na aprendizagem sem instrutor, ou não supervisionada ou auto-organizada, a relação

entre a entrada e sáıda da rede não é conhecida devido a ausência de um ”instrutor”.

Nesse caso, a rede deve ser capaz de encontrar padrões e relações existentes entre os

dados de entrada e, através de um algoritmo de aprendizado, ajustar os parâmetros livres.

Estas relações entre os dados podem ser identificadas através de técnicas como algoritmos

de agrupamentos, sendo assim posśıvel descobrir as similaridades ou diferenças entre os

padrões existentes.

3.2 Redes Neurais de Base Radial

3.2.1 Introdução

As redes neurais de funções de base radial têm sido utilizadas para a resolução de

vários problemas em diversos contextos, sendo originariamente aplicadas em problemas

de interpolação de funções (BISHOP, 1995). As RBF são consideradas redes do tipo feed-

forward multicamada, onde o fluxo de informações é sempre no sentido da entrada para

a sáıda da rede. Diferentemente das redes neurais do tipo MLP, as redes do tipo RBF

possuem uma única camada escondida, cujos neurônios são constitúıdos de funções de

base radial (POWELL, 1987). Segundo Haykin (2001), o projeto de uma rede neural do

tipo RBF é visto como um problema aproximação de uma superf́ıcie em um espaço n-

dimensional. O aprendizado neste tipo de rede é equivalente a encontrar uma superf́ıcie

no espaço que forneça o melhor ajuste para os dados de treinamento. A generalização é

equivalente a usar esta superf́ıcie para a interpolação de dados que não foram utilizados

na etapa de treinamento. É interessante ressaltar algumas diferenças entre as redes RBF
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e as redes de múltiplas camadas. Segundo Haykin (2001) e Bishop (1995), os dois tipos

de rede diferem em alguns aspectos:

• Uma rede de base radial possui uma única camada escondida, enquanto uma rede

de múltiplas camadas pode ter uma ou mais camadas escondidas;

• Nas redes RBF e nas redes MLP utilizadas em problemas de regressão, cada uni-

dade da camada oculta desempenha uma transformação não linear do espaço de

entrada enquanto a camada de sáıda da rede é linear. Nas redes MLP utilizadas em

classificação de padrões, normalmente as unidades das duas camadas desempenham

transformações não lineares.

• As redes MLP constroem aproximações globais de um mapeamento de entrada-sáıda

não linear, enquanto nas redes RBF as aproximações são locais.

• Em uma rede RBF, o treinamento normalmente é realizado em dois estágios, utilizando-

se de métodos não supervisionados na primeira camada, e de métodos supervi-

sionados na segunda camada. Os parâmetros de uma rede MLP são geralmente

determinados ao mesmo tempo utilizando-se de uma estratégia de treinamento su-

pervisionada.

3.2.2 Estrutura típica de uma rede neural RBF

A estrutura t́ıpica de uma rede de função de base radial possui uma camada de

entrada que está associada diretamente às informações de entrada da rede, uma única

camada escondida constitúıda por funções de ativação de base radial que realizam uma

transformação não linear do espaço de entrada, e uma camada de sáıda linear que fornece

a resposta ao padrão aplicado nas entradas da rede (HAYKIN, 2001). A Figura 2 ilustra a

estrutura básica de uma rede RBF.

Diferentemente das redes neurais de múltiplas camadas onde as informações das uni-

dades escondidas são determinadas pelo produto interno entre o vetor de entrada e o vetor

de peso daquela unidade, nas redes neurais do tipo RBF as informações das funções da

camada escondida são determinada pela distância, normalmente euclidiana, entre o vetor

de entrada e o centro daquela unidade. Ou seja, as variáveis de entrada constituem os

dados utilizados pelas funções de ativação da rede, onde os pesos que conectam a camadas

de entrada e escondida podem ser considerados unitários. O processamento da camada

escondida é baseado no teorema de Cover (HAYKIN, 2001), referente a discriminação de
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Figura 2: Estrutura de uma rede RBF.

padrões. Neste teorema um problema não linearmente separável pode ser transformado

em um problema linearmente separável através de uma transformação não linear que

mapeia um espaço para outro de maior dimensão.

A camada escondida de uma rede RBF geralmente é constitúıda por funções de ati-

vação Gaussianas (BISHOP, 1995) representadas pela equação (3.3). Outras funções de

ativação de base radial, que também podem ser consideradas para redes RBF, são aquelas

representadas por (3.4) e (3.5), denominadas multiquadrática e multiquadrática inversa,

respectivamente.

yj = Gj(xn) = e
−
(‖xn−cj‖

2σ2
j

)2

(3.3)

yj = Gj(xn) =
√

(‖xn − cj‖)2 + σ2
j (3.4)

yj = Gj(xn) =
1√

(‖xn − cj‖)2 + σ2
j

(3.5)

Nas funções (3.3), (3.4) e (3.5), xn representa o vetor de entrada da rede, cj denota o

j-ésimo valor central da função associada, σj simboliza o valor da largura (desvio padrão)

ou do campo receptivo da função, e a norma ‖xn − cj‖ representa a distância euclidiana

entre a n-ésima entrada e o j-ésimo valor central da função de base radial correspondente.
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Uma representação expandida da função gaussiana é ilustrada por (3.6), onde Gj

representa j-ésima função de base radial, x ∈ <n representa o vetor das variáveis de en-

trada x = [x1, x2, x3, . . . , xn], c ∈ <n denota os valores dos centros c = [c1, c2, c3, . . . , cn]

da j-ésima função de base radial e σ ∈ <n representa os valores das larguras σ =

[σ1, σ2, σ3, . . . , σn] da j-ésima função de base radial. Esta representação será utilizada

neste trabalho.

yj = Gj(x) = e
−
(

(x1−c1j)
2σ2

1j

+···+
(xn−cnj)

2σ2
nj

)
(3.6)

A informação de sáıda Y de uma rede RBF é representada por (3.7), podendo existir

mais de uma sáıda conforme a aplicação em questão. A camada de sáıda não contém

funções de ativação, ela é considerada uma combinação linear que é dada pela soma

ponderada dos valores gerados pelas funções de ativação das unidades escondidas, que

são multiplicados pelos correspondentes pesos (w1, w2, w3, . . . , wd) da camada de sáıda da

rede. Um valor de bias unitário multiplicado por um peso “w0” é adicionado à ponderação

resultante para compensar eventuais diferenças entre o valor médio do conjunto de dados

das funções de ativação e o valor médio sobre a sáıda resultante (BISHOP, 1995).

Y = w0 +
d∑

j=1

wjyj (3.7)

3.2.3 Procedimentos de Treinamento de Redes RBF

O processo básico de treinamento de uma rede de base radial consiste em determinar

todos os parâmetros livres da mesma (valores dos centros, larguras e pesos). Alguns

procedimentos adotados para o treinamento de redes RBF podem tornar o processo de

aprendizado mais rápido em relação aos métodos para redes MLP (HAYKIN, 2001).

Uma das estratégias citadas consiste em escolher os valores dos centros das funções

radiais aleatoriamente a partir dos dados do conjunto de treinamento. As informações

dos valores das larguras das funções podem ser estimadas pela relação entre a distância

máxima dos centros escolhidos pela raiz quadrada do número de funções de ativação

adotadas. A ideia desta abordagem consiste em distribuir uniformemente as funções de

base radial no espaço de dados do problema, cujo objetivo é mapear adequadamente os

dados de entrada e obter boa capacidade de generalização da rede. Os pesos da camada

de sáıda são então calculados diretamente através do método da pseudo-inversa ou dos
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mı́nimos quadrados.

Outra estratégia usual consiste em utilizar um processo de treinamento, onde na

primeira etapa se utiliza um algoritmo de agrupamento de dados (K-Means, por exemplo),

cujo objetivo consiste em agrupar os valores dos centros das funções de base radial de forma

organizada, e estimar a partir destes agrupamentos resultantes os valores referentes às

larguras das funções associadas. Na segunda etapa de treinamento, os pesos da camada de

sáıda da rede são ajustados pelo método dos mı́nimos quadrados ou outro correspondente.

Outras estratégias não supervisionadas são citadas em Bishop (1995), como a utilização

do algoritmo dos mı́nimos quadrados ortogonais (OLS – Orthogonal Least Square) e de

mapas auto-organizáveis de Kohonen.

Em estratégias supervisionadas o método do gradiente descendente é um método

usualmente empregado para o ajuste de parâmetros (centros, desvios padrões e pesos) de

redes RBF. A informação do erro entre a informação de sáıda da rede em questão e o

padrão desejado para a mesma é utilizada neste processo de treinamento. No caṕıtulo de

revisão bibliográfica foram citadas as principais abordagens utilizadas para o ajuste de

parâmetros de redes RBF, a Tabela 1 resume alguns procedimentos referenciados.

Tabela 1: Procedimentos não supervisionados e supervisionados.
Aprendizagem não supervisionada Aprendizagem supervisionada

Métodos Emṕıricos
Agrupamentos (K-Means, C-Means, etc) Gradiente Descendente

Alocação de Recursos Algoritmos Genéticos
Mapas Auto-Organizáveis Otimização por Enxame de Part́ıculas

Mı́nimos Quadrados Ortogonais

3.2.4 Exemplo de Modelagem de uma Função Ou Exclusiva

Com a finalidade de ilustrar o processamento de informações em uma rede RBF,

utilizou-se um contexto de classificação de padrões simples como a modelagem de uma

função ou exclusiva, muito citada em várias referências (HAYKIN, 2001). Os padrões de

dados deste exemplo são (1,1), (1,0), (0,1) e (0,0), que representam o espaço de entrada

bidimensional dos dados binários da função em questão. O objetivo do exemplo é construir

um classificador que produza a sáıda “0” para os padrões (1,1) ou (0,0) e a sáıda “1” para

os padrões (1,0) ou (0,1).

A rede RBF que serve de modelo deste exemplo é constitúıda de duas entradas x1

e x2, duas unidades escondidas G1 e G2 (cujas funções são do tipo Gaussianas), e uma
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unidade de sáıda linear. A estrutura da rede RBF utilizada neste exemplo está ilustrada

na Figura 3. A relação entre a entrada e sáıda da rede é definida por (3.8).

10 x

1x

2x

bw

yEntrada

Saída

(bias)

w

1G

2G

∑ 

Figura 3: Estrutura de rede RBF com o objetivo de representar uma função XOR.

y(x) =
2∑

i=1

wGi‖x− ci‖+ b (3.8)

Neste exemplo, para as funções de base radial serão atribúıdos valores de larguras uni-

tários, cujos valores dos centros em 0,25 e 0,75 foram escolhidos aleatoriamente. Para os

vetores de entrada x1 = [0; 0; 1; 1] e x2 = [0; 1; 0; 1] da rede, têm-se os seguintes valores de

sáıda das funções gaussianas associadas: G = [0, 88251 0, 3247; 0, 5352 0, 5353; 0, 5352

0, 5353; 0, 3247 0, 8825]. Com estes valores e com os dados do vetor de sáıda Y =

[0; 1; 1; 0], calcula-se os coeficientes (W ) dos pesos da rede em questão através do mé-

todo dos mı́nimos quadrados de acordo com a equação (3.9), onde o śımbolo “T” denota a

matriz transposta e “−1” a matriz inversa:

G =


0, 8825 0, 3247 1

0, 5353 0, 5353 1

0, 5353 0, 5353 1

0, 3247 0, 8825 1

 ; Y =


0

1

1

0

 ;

W = [GTG]−1Y =


−7, 3206

−7, 3206

+8, 8375

 (3.9)
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Exemplificando numericamente o processamento dos dados da rede RBF obtida, tem-

se para x1 = 1 e x2 = 1, y = 8, 8375 − 7, 3206 ∗ 0, 3247 − 7, 3206 ∗ 0, 8825 = 0, 0004

(que corresponde ao ńıvel lógico “0”). De forma similar para x1 = 0 e x2 = 0, tem-se

y = 0, 0004. Para x1 = 0 e x2 = 1, obtém-se y = 1, 0006 (que corresponde ao ńıvel lógico

“1”). Idem para x1 = 1 e x2 = 0, com y = 1, 0006. Assim, a rede RBF resultante modela

adequadamente a função ou exclusiva tomada como exemplo.

3.3 Algoritmo de Otimização por Enxame de Partículas

3.3.1 Introdução

O algoritmo de otimização por exame de part́ıculas (PSO) foi introduzido por Kennedy

e Eberhart (1995) como um método supervisionado a ser utilizado para a otimização de

funções não lineares cont́ınuas, onde é posśıvel encontrar soluções para um determinado

problema através de um processo iterativo. O PSO tem sido empregado para resolução

de problemas em várias áreas do conhecimento, e uma relação detalhada das aplicações

usuais pode ser encontrada em Poli (2007).

Algumas técnicas de computação evolucionária tais como os algoritmos genéticos,

imunológicos, entre outros, são inspirados em aspectos da evolução na natureza. Nos al-

goritmos genéticos, por exemplo, a população de indiv́ıduo, que representam as soluções

para determinado problema, é modificada de acordo com uma regra de sobrevivência pelo

mais apto, através de operadores genéticos como mutação e reprodução. Nos algoritmos

de enxame de part́ıculas a inspiração está baseada no comportamento social de determi-

nadas espécies como bando de pássaros, colônia de insetos, cardumes de peixes, etc. Em

um algoritmo de PSO os indiv́ıduos, conhecidos como part́ıculas, apresentam um compor-

tamento social através da interação entre eles próprios, e através da troca de experiências

com o grupo (SHI; EBERHART, 1998). Fazendo uma analogia através do comportamento

social de bando de pássaros, em um algoritmo de PSO o enxame de part́ıculas (bando de

pássaros) é colocado em um espaço de busca (área percorrida) de um problema, em busca

de uma solução ótima (por exemplo, a analogia por busca de alimentos), e cada part́ıcula

(pássaro) em sua posição atual avalia sua aptidão, ou seja, qual é sua proximidade em

relação a melhor solução (encontrar alimento), através de uma função objetivo que modela

o problema em questão. Para determinar seus deslocamentos no espaço de busca, as par-

t́ıculas trocam experiências entre si e entre o grupo, dividindo alguns aspectos como sua

melhor posição local (melhor aptidão obtida pela part́ıcula) e a melhor posição encontrada
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pelo enxame (melhor aptidão obtida pelo grupo). A Figura 4 ilustra o deslocamento de

algumas part́ıculas em um espaço bidimensional em busca da solução ótima.

Solução
Ótima

y

X

Figura 4: Exame de part́ıculas em busca da solução ótima.

3.3.2 Funcionamento de um Algoritmo de PSO

Em um algoritmo de PSO todas as part́ıculas que representam um enxame são can-

didatas à solução de um problema de otimização em um espaço de busca n-dimensional,

sendo devidamente avaliadas por uma função objetivo, conhecida como fitness. A ideia

do algoritmo é que cada part́ıcula percorra o espaço de busca com a sua informação de

posição e velocidade atualizada a cada passo, utilizando tanto os resultados individuais

obtidos a cada avaliação, quanto os resultados coletivos do enxame. O algoritmo é inter-

rompido ao encontrar uma solução ótima determinada pelo melhor fitness que atenda a

especificação do problema, ou até se atingir de um número máximo de passos de execução

do algoritmo.

Considerando o espaço de busca n-dimensional e o número de part́ıculas do enxame

igual a i têm-se que: pi = [pi1, pi2, pi3, . . . , pin] é o vetor posição da i-ésima part́ıcula no

espaço de busca; vi = [vi1, vi2, vi3, . . . , vin] é a velocidade da i-ésima part́ıcula; a posição

individual da part́ıcula i que possui o melhor valor de fitness é conhecida como pBesti;

a posição global que possui o melhor valor de fitness do enxame é denotada como gBest.

As equações (3.10) e (3.11) definem a atualização da velocidade e da posição de cada

part́ıcula no passo t do algoritmo, cujo comportamento pode ser representado através da

Figura 5.
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vi(t+ 1) = vi(t) + a1r1(pBesti − pi(t)) + a2r2(gBest− pi(t)) (3.10)

pi(t+ 1) = pi(t) + vi(t+ 1) (3.11)

Onde:

• a1 e a2 são fatores de aceleração, também conhecidos como parâmetros cognitivos e

sociais, que representam a aglutinação que existe entre as part́ıculas;

• r1 e r2 são números gerados aleatoriamente dentro do intervalo [0, 1];

• vi(t+1) é a nova velocidade da part́ıcula no passo t+1;

• pi(t+1) é a nova posição da part́ıcula no passo t+1;

• vi(t) é a velocidade atual da part́ıcula no passo t;

• pi(t) é a posição atual da part́ıcula no passo t.

))((11 tppBestra ii 

))((22 tpgBestra i

gBest
Melhor global

pBest
Melhor local

)1
( tvi

)1( tpi

)(tpi

Figura 5: Ilustração do deslocamento de uma part́ıcula no espaço de busca.

Alguns parâmetros do PSO podem ser previamente estabelecidos a fim de melhorar

o desempenho do algoritmo em questão. Por exemplo, a velocidade de uma part́ıcula é

limitada para prevenir que trajetórias fora do espaço de busca sejam percorridas (POLI;

KENNEDY; BLACKWELL, 2007). Para uma dada dimensão N as velocidades das part́ıculas

podem ser limitadas na faixa [vMini; vMaxi]
N , onde se o valor de vMax é alto as part́ıculas
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realizam uma busca global que pode ultrapassar eventuais soluções ótimas, e se o valor

de vMax é baixo as part́ıculas podem não ser capazes de mover o suficiente para alcançar

boas soluções (EBERHART; SHI, 2001). Com a finalidade de obter um melhor controle

na velocidade das part́ıculas algumas alterações na equação de velocidade (3.10) foram

propostas e serão discutidas nas próximas seções. De modo similar o espaço de busca da

part́ıcula é limitado por uma faixa [pMini; pMaxi]
N em uma dimensão N .

Os coeficientes de aceleração a1 e a2 são responsáveis por ponderar a influência so-

bre o movimento da part́ıcula em relação a sua melhor posição individual (pBesti), e a

melhor posição do enxame (gBest). Valores altos para estes parâmetros fazem com que

as part́ıculas tenham movimentos abruptos em direção às regiões alvo, e valores baixos

fazem com que elas se distanciem dessas regiões. O valor usualmente utilizado para estes

coeficientes é 2 (EBERHART; SHI, 2001) (HU; SHI; EBERHART, 2004).

O tamanho do enxame define a quantidade de part́ıculas utilizadas em busca de uma

solução ótima. Ele geralmente é escolhido empiricamente dependendo da dimensão e da

dificuldade do problema a ser determinado. Valores na faixa de 20 a 50 são mais comuns

de serem escolhidos (EBERHART; SHI, 2001) (POLI; KENNEDY; BLACKWELL, 2007).

A topologia de um enxame define a maneira de como as part́ıculas trocam informações

e se comunicam. As principais topologias utilizadas e conhecidas como topologias estáticas

são: a topologia global e a topologia local. Na topologia global ou topologia gBest, todas

as part́ıculas são conectadas entre si representando um grafo totalmente conectado. A

trajetória das part́ıculas é influenciada pela melhor solução encontrada (gBest) por alguma

outra part́ıcula do enxame. Esta topologia garante uma rápida convergência na solução

de problemas, porém ela pode se convergir em mı́nimos locais. Na topologia local ou

topologia lBest, o enxame está organizado em anel, onde cada part́ıcula interage com

seus dois vizinhos próximos. Dessa forma, a trajetória das part́ıculas é influenciada pelas

part́ıculas adjacentes. Apesar da convergência nesta topologia ser mais lenta, ela é capaz

de escapar de mı́nimos locais e explorar novas áreas em busca de soluções (KENNEDY;

MENDES, 2002). As figuras a seguir ilustram as topologias citadas.
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Figura 6: Topologia global.

Figura 7: Topologia local.

3.3.3 Algoritmo básico de PSO

O algoritmo de otimização por enxame de part́ıculas básico pode ser descrito da

seguinte forma:

1. Inicializar as posições e velocidades das part́ıculas com valores aleatórios;

2. Inicializar os valores de pBest, gBest e os outros parâmetros do algoritmo;

3. Para cada passo t do algoritmo fazer:

(a) Avaliar a função de fitness para cada part́ıcula;

(b) Comparar o valor atual de fitness da part́ıcula com seu pBest. Se o valor atual

é melhor, atualizar pBest ;

(c) Atualizar o valor de gBest com o melhor valor encontrado pelo enxame;
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(d) Atualizar as posições e velocidades das part́ıculas;

4. Como critério de parada, se uma solução ótima for encontrada ou o número de

passos tMax for alcançado, o algoritmo é interrompido. Senão, voltar ao passo 3.

A Figura 8 ilustra em um fluxograma o algoritmo descrito.

INICIO

Inicializar as partículas 
aleatoriamente (posição e 

velocidade)

Inicializar pBest, gBest e os 
parâmetros do algoritmo

fitness atual é melhor 
que pBest?

Avaliar a função objetivo 
(fitness)

Atualizar as posições e 
velocidades das partículas

Atualizar pBest com valor 
atual

Atualizar gBest com o melhor 
fitness do enxame

Critério de parada?

Armazenar o valor de gBest 
como a solução ótima

FIM

Sim

Não

Sim

Não

Figura 8: Fluxograma de um algoritmo básico de PSO.
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3.3.4 Fator de Inércia

Para um melhor controle da velocidade da part́ıcula no espaço de busca e com a

finalidade de reduzir o efeito do limite de velocidade vMax da part́ıcula, um fator de

inércia foi proposto por Shi e Eberhart (1998) de forma a influenciar na capacidade de

busca local e global do algoritmo de PSO. A equação (3.12) mostra a inclusão do fator de

inercia ω na velocidade da part́ıcula.

vi(t+ 1) = ωvi(t) + a1r1(pBesti − pi(t)) + a2r2(gBest− pi(t)) (3.12)

Para um valor de ω pequeno (ω < 0, 8), o algoritmo de PSO se comporta como um

algoritmo de busca local, e se existe no espaço de busca inicial uma solução aceitável o

algoritmo encontra um ótimo global rapidamente. Se o valor de ω é grande (ω > 1, 2), o

PSO se comporta como um método de busca global sendo capaz de explorar uma área de

busca ampla, porém isso faz com que o algoritmo leve mais passos para encontrar uma

solução e também pode não encontra-la. Quando o valor de ω é médio (0, 8 < ω < 1, 2), o

algoritmo terá uma melhor chance de encontrar uma solução ótima, porém poderá gastar

um número maior de passos. Alguns algoritmos de PSO iniciam com um valor de ω maior,

e vão decrementando este valor linearmente até um valor menor, de acordo com o número

de passos do algoritmo. Este procedimento faz com que o PSO tenha uma boa capacidade

de busca global no ińıcio da execução do algoritmo, e uma exploração mais local no final

da execução. A equação (3.13) mostra uma forma de atualização do fator de inércia.

w(t+ 1) = ωmax −
(ωmax − ωmin)

tmax

(t) (3.13)

Onde:

• ωmax e ωmin correspondem aos valores máximos e mı́nimos do componente inercial

ω;

• ω(t+ 1) é o novo valor de ω no passo t+1;

• tmax é o número máximo de passos alcançados pelo algoritmo;

• t é passo atual do algoritmo.
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3.3.5 Fator de Constrição

O fator ou coeficiente de constrição foi introduzido por Clerc (1999) com a finalidade

de garantir a convergência do algoritmo de otimização por enxame de part́ıculas e eliminar

a necessidade de limitar a velocidade das mesmas. A equação (3.14) mostra um modo de

estimar este fator.

K =
2∣∣∣2− ϕ−√(ϕ2 − 4ϕ)

∣∣∣ (3.14)

Onde ϕ é uma constante definida a partir dos valores dos parâmetros a1 e a2, sendo

ϕ = a1 + a2 e ϕ > 4 (por exemplo, ϕ = 4, 1). A equação da velocidade utilizando o

método de constrição é definida pela equação (3.15).

vi(t+ 1) = K[ωvi(t) + a1r1(pBesti − pi(t)) + a2r2(gBest− pi(t))] (3.15)

Nota-se que o algoritmo PSO com o coeficiente de constrição é equivalente alge-

bricamente a utilizar o algoritmo de enxame com o fator de inércia (POLI; KENNEDY;

BLACKWELL, 2007). As part́ıculas do enxame utilizando o fator de constrição deveriam

convergir para uma solução sem a necessidade de limitar a velocidade para vMax. Porém,

através de alguns experimentos realizados foi conclúıdo que a melhor forma para a uti-

lização deste método de constrição seria limitar o valor de vMax em relação ao valor de

pMax (EBERHART; SHI, 2000).

3.3.6 Exemplo de otimização com o algoritmo PSO

Para ilustrar o funcionamento de um algoritmo de PSO básico, utilizou-se neste exem-

plo um procedimento para resolver um problema de otimização de uma função não linear

de duas dimensões. O objetivo consiste em determinar para quais valores de x1 e x2 a

função dada por (3.16) é minimizada.

y = 100(x2 − x21)2 + (1− x1)2 (3.16)

Os parâmetros considerados para o algoritmo foram: o tamanho do enxame igual a

30, o valor dos coeficientes de aceleração (a1 e a2) igual a 2, o fator de inércia (ω) igual a

0,9. A velocidade das part́ıculas [vMin e vMax ] foi limitada na faixa [-1 e 1] e o espaço de
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busca [pMin e pMax ] limitado em [-2 e 2]. A topologia do enxame escolhida foi a global.

Como critério de parada foi utilizado um número de passos de execução igual a 100. Após

a execução do algoritmo, o valor de gBest que corresponde ao valor minimizado de y da

função correspondente foi igual a 0 e os valores das variáveis associadas foram x1 = 1 e

x2 = 1. A Figura 9 ilustra o valor de gBest encontrado pelo algoritmo em cada passo de

execução.
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Figura 9: Passos de execução do algoritmo PSO.

Desta forma conclui-se que com um algoritmo de PSO básico é posśıvel resolver pro-

blemas de otimização de funções não lineares.

3.4 Algoritmo de Agrupamento Fuzzy C-Means

Os algoritmos de agrupamento são considerados procedimentos não supervisionados

que visam à partição de um determinado conjunto de dados em subgrupos baseando-se

na relação de similaridade que existe entre os dados. O objetivo de um agrupamento é

dividir o conjunto de dados de tal maneira que elementos pertencentes a um mesmo grupo

ou cluster possuam grande similaridade entre si e grande dissimilaridade em relação aos

outros grupos. Esta similaridade pode ser medida através da distância, normalmente

euclidiana, entre dois vetores de dados (OLIVEIRA; PEDRYCZ et al., 2007).

Alguns algoritmos de agrupamento encontrados na literatura são baseados na teoria de

conjuntos convencionais, conhecidos como crisp, ou nos conjuntos nebulosos, conhecidos

como fuzzy. Os métodos de agrupamento que se baseiam nos conjuntos crisp exigem que
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cada ponto de dado de um conjunto deve pertencer a exatamente um grupo. Entre os

algoritmos de agrupamento convencionais mais conhecidos pode-se citar K-Means e C-

Means. Os métodos de agrupamento fuzzy que se baseiam nos conjuntos fuzzy (ZADEH,

1965), permitem que cada dado de um determinado conjunto possa pertencer a mais de

um grupo ou cluster de acordo com um grau de pertinência que pode variar entre 0 e

1. O algoritmo Fuzzy C-Means(FCM) é um exemplo de algoritmo de agrupamento fuzzy

(JANG; SUN; MIZUTANI, 1997).

O algoritmo de agrupamento de dados Fuzzy C-Means introduzido por Dunn (1973) e

melhorado por Bezdek (1981) é um método não supervisionado de agrupamento de dados

e corresponde a uma generalização dos algoritmos que utilizam partições crisp. O obje-

tivo do algoritmo é otimizar os centros dos agrupamentos através de um procedimento

iterativo, minimizando uma função objetivo que é relacionada com a distancia entre os

dados de um conjunto e os centros dos agrupamentos aos quais os dados pertencem com

determinado grau de pertinência. Esta minimização pode produzir clusters mais adequa-

dos do que aqueles produzidos pelos métodos de agrupamento convencionais (ROCHA et

al., 2012).

O FCM tem sido utilizado em diversas aplicações como em sistemas de classificação

(NITANDA; HASEYAMA; KITAJIMA, 2004) (LIN; TSAI; CHEN, 2011), sistemas de previsão

(MENG et al., 2007) (WEI; YANG, 2009) e outras. Também é utilizado em aplicações de

redes RBF para estimar as posições iniciais dos valores dos centros das funções de base

radial (JANG; SUN; MIZUTANI, 1997). Para ilustrar o processamento de informações de um

algoritmo FCM, considere o seguinte conjunto de dados X representado por (3.17) com n

elementos, onde cada elemento possui a dimensão p.

X =



x11 x12 . . . x1p

x21 x22 . . . x2p

x31 x32 . . . x3p
...

...
...

...

xn1 xn2 . . . xnp


(3.17)

O algoritmo particiona o conjunto de dados X em c partições fuzzy e a cada iteração

busca por um centro ótimo para cada partição. Os centros destes agrupamentos podem

ser representados por uma matriz de protótipos ou centros M de dimensão c x p, como

representada por (3.18).
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M =



m11 m12 . . . m1p

m21 m22 . . . m2p

m31 m32 . . . m3p

...
...

...
...

mc1 mc2 . . . mcp


(3.18)

Cada elemento do conjunto de dados pode pertencer a um ou mais clusters com

um determinado grau de pertinência associado, sendo representado por uma matriz de

partição U (3.19) cuja dimensão é c x n, onde 2 ≤ c < n.

U =



u11 u12 . . . u1n

u21 u22 . . . u2n

u31 u32 . . . u3n
...

...
...

...

uc1 uc2 . . . ucn


(3.19)

Algumas condições devem ser consideradas ao particionar o conjunto de dados, onde

uij representa o grau de pertinência do dado j no grupo i. As equações a seguir modelam

este contexto.

uij ∈ [0, 1] 1 ≤ i ≤ c; 1 ≤ j ≤ n; (3.20)

c∑
i=1

uij = 1 1 ≤ j ≤ n; (3.21)

0 <
n∑

j=1

uij < n 1 ≤ i ≤ c; (3.22)

A condição (3.20) define que o grau de pertinência do dado i para o cluster j pertença

a faixa de valores de 0 a 1, a condição (3.21) garante que a soma dos graus de pertinência

para cada dado seja igual a 1, e a condição (3.22) garante que nenhum cluster é vazio.

O objetivo do algoritmo é minimizar a distância que existe entre os centros de cada

agrupamento e os dados do conjunto daquele agrupamento através da função objetivo Jm

representada pela equação (3.23).



41

Jm(U,M) =
c∑

i=1

n∑
j=1

umij ‖xj − ci‖
2 1 ≤ m <∞; (3.23)

Onde:

• m é conhecido como parâmetro de fuzzificação;

• ‖xj − ci‖ é a distância euclidiana entre o j-ésimo dado do conjunto X e o i-ésimo

centro do agrupamento.

O parâmetro de fuzzificação m influencia no grau de pertinência de determinado dado

de um grupo, devendo ser escolhido adequamente. Os valores recomendados estão na faixa

de 1, 5 ≤ m < 3. O valor m = 2 é frequentemente escolhido (BEZDEK; EHRLICH; FULL,

1984). O algoritmo FCM realiza o particionamento do conjunto de dados atualizando os

centros ci de cada agrupamento, representado pela equação (3.24), e atualizando os graus

de pertinência uij da matriz U , de acordo coma equação (3.25), de forma a minimizar o

valor da função objetivo.

ci =

∑n
j=1 u

m
ijxj∑n

j=1 u
m
ij

(3.24)

uij =
1∑C

k=1

(
‖xj−ci‖
‖xj−ck‖

) 2
m−1

(3.25)

A atualização pode ser interrompida se o número de iterações ultrapassar um número

pré-definido, ou quando as mudanças nos protótipos dos agrupamentos forem menores do

que um determinado valor de precisão estipulado.

Os passos básicos de um algoritmo Fuzzy C-Means estão descritos a seguir:

1. Determinar o número de agrupamentos c, o valor do expoente m, e os critérios de

parada como o valor de precisão δ e o número de iterações máximo;

2. Inicializar o contador de iterações t com 0;

3. Inicializar a matriz de partição fuzzy U com valores aleatórios entre 0 e 1 de acordo

com o critério estabelecido pela equação (3.20);

4. Calcular os centros ci dos agrupamentos de acordo com a equação (3.24);
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5. Computar a função custo Jm de acordo com a equação (3.23);

6. Atualizar a matriz de partição U com os valores de pertinência uij de acordo com a

equação (3.25);

7. Incrementar o contador t;

8. Repetir até
∣∣U (t+1) − U (t)

∣∣ < δ ou o número de iterações t for maior que o máximo

permitido. Senão voltar para passo 4.

3.4.1 Exemplo de agrupamento com o algoritmo Fuzzy C-Means

Para ilustrar o funcionamento do algoritmo de agrupamento Fuzzy C-Means, utilizou-

se neste exemplo uma função não linear com duas variáveis de entrada, dada por (3.26).

Para representar a função, 100 dados foram gerados aleatoriamente. A Figura 10 ilustra

os dados gerados.

y = x1x2 + x22 x1, x2 ∈ [−1,+1] (3.26)
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Figura 10: Dados da função não linear.

Os parâmetros considerados para o algoritmo de agrupamento foram: o valor do

parâmetro de fuzificação m igual a 2, o número máximo de iterações igual a 100, o valor

de precisão igual a 10−5 e o número de agrupamentos c igual a 6.
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A atualização do algoritmo foi interrompida quando as mudanças nos protótipos dos

agrupamentos foram menores do que o valor de precisão 10−5 estipulado. O algoritmo

convergiu com 59 iterações e o valor da função objetivo Jm encontrada foi igual a 9,68. A

Figura 11 ilustra os seis agrupamentos resultantes representados por cores diversas e os

respectivos centros dos clusters indicados por ćırculos.
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Figura 11: Agrupamentos resultantes.

Os valores dos respectivos centros dos agrupamentos são ilustrados na Tabela 2.

Tabela 2: Valores dos centros dos agrupamentos.
Centro Valores
c11 -0,585831
c12 -0,183268
c21 -0,760319
c22 -0,886766
c31 0,615630
c32 -0,549407
c41 -0,512356
c42 0,451900
c51 0,596887
c52 0,840596
c61 0,488788
c62 0,244412
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4 Metodologia

Neste caṕıtulo serão abordados os métodos utilizados para o ajuste dos parâmetros livres

de uma rede RBF. A partir de um procedimento prévio de ajuste de parâmetros, será

proposta a utilização do algoritmo de otimização por enxame de part́ıculas para realizar

um ajuste fino nas larguras das funções de entrada da rede RBF a fim de obter uma

melhoria na exatidão dos modelos resultantes.

4.1 Procedimento de seleção de parâmetros de redes RBF

Como discutido nos caṕıtulos anteriores, os métodos de treinamento de uma rede RBF

usualmente combinam estratégias não supervisionadas e supervisionadas para o ajuste dos

parâmetros da rede (dados relacionados com os centros, larguras e pesos). Este trabalho

aborda a combinação de um método não supervisionado para pré-selecionar os parâmetros

de redes RBF com a utilização de um algoritmo PSO para realizar o ajuste fino dos valores

das larguras das funções de entrada da rede em questão. A função que determina a precisão

ou exatidão de um determinado modelo pode ser dada pelo valor da somatória dos erros

quadráticos (SEQ) sobre todos os padrões de treinamento, expressa por (4.1), onde L é o

número de amostras de treinamento, dn corresponde à sáıda desejada da n-ésima amostra

e Yn é o valor da sáıda atual correspondente a n-ésima amostra.

SEQ =
1

2

L∑
i=1

(dn − Yn)2 (4.1)

O método não supervisionado utilizado é composto pela associação de diferentes abor-

dagens descritas em Santos (2014). O resumo das etapas utilizadas para a seleção prévia

dos parâmetros de uma rede RBF é mostrado a seguir:

1. Escolher o número de nós da camada escondida da rede RBF em questão, ou seja,

a quantidade de funções de base radial empregada na rede neural. Determinar um
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valor de precisão (SEQ) como critério de parada da rede.

2. Os dados de treinamento da rede são processados pelo algoritmo de agrupamento

Fuzzy C-Means para determinar as faixas de dados e os valores dos centros das

funções de base radial. As informações dos clusters serão utilizadas para selecionar

os parâmetros das funções de ativação, e o número de agrupamentos definirá o

número de nós da canada escondida da rede.

3. Os valores dos centros (cj) das funções gaussianas da rede serão os valores centrais

dos clusters determinados pelo algoritmo Fuzzy C-Means.

4. Os valores das larguras das funções são inicialmente estimadas a partir da equação

(4.2) pelo cálculo do desvio padrão (σ∗j ) a partir das faixas dos dados (xj) de cada

variável relacionada com cluster identificado pelo algoritmo de agrupamento.

σ∗j =

√∑m
j=1 x

2
j − 1

m
(
∑m

j=1 xj)
2

m− 1
(4.2)

5. Realizar um escalonamento nos dados dos desvios padrões a partir da equação (4.3)

objetivando obter valores das larguras das funções que possibilitem uma boa capa-

cidade de interpolação da rede em questão.

σ
′

j =
1

2

|max(xj)−min(xj)|
σ∗j

(4.3)

6. Promover um ajuste adicional nos valores das larguras (σ
′
j) por intermédio de um

fator multiplicativo comum fm, possibilitando uma melhor exatidão no modelo re-

sultante. A faixa de valores entre [1, 10], comum a todos as larguras, servirá como

ajuste adicional dos parâmetros em questão.

σj = fm ∗ σj ′ (4.4)

7. Calcular os pesos wj da camada de sáıda da rede através do método dos mı́nimos

quadrados dado pela equação (3.9). Calcular a informação de sáıda da rede através

da equação (3.7).

8. Validar o modelo da rede RBF resultante e verificar se a exatidão obtida está den-

tro da especificação desejada. Em caso afirmativo o procedimento está finalizado.

Armazenar as informações dos parâmetros determinados.
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9. Senão, voltar ao passo (1) do procedimento e alterar o número de nós da rede ou

variar o valor do fator multiplicativo do passo (6), repetindo os passos consecutivos.

A Figura 12 ilustra em um fluxograma o procedimento de seleção prévia de parâmetros

de uma rede RBF.

INICIO

Escolher o número de nós da rede RBF 
(quantidade de funções de base radial 
empregada na rede neural). Determinar o valor 
de precisão (SEQ).

Determinar as faixas de dados e os valores dos 
centros “c” das funções de base radial através 
do algoritmo de agrupamento Fuzzy C Means. 

Determinar o valor dos desvios padrões “σ” 
através da faixa de dados correspondentes aos 
valores dos centros.

Escalonar e promover um ajuste adicional 
através de um fator multiplicativo nos dados 
dos desvios padrões. 

Determinar os pesos “w” da camada de saída da 
rede através do método dos mínimos 
quadrados. Calcular a informação de saída da 
rede.

 SEQ obtido < SEQ especificado

FIM

Não

Armazenar os parâmetros (centros, larguras e 
pesos) determinados pelo procedimento.

Sim

Figura 12: Fluxograma do procedimento de seleção prévia de parâmetros.
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4.2 Procedimento proposto para o ajuste de parâmetros de re-
des RBF via PSO

O procedimento proposto nesta seção tem como objetivo refinar os valores das larguras

das funções de base radial de uma rede, cujos valores foram previamente ajustados pela

abordagem descrita na seção anterior. As part́ıculas do PSO serão inicializadas conforme

a representação dada por (4.5), com os valores dos desvios padrões pré-ajustados conforme

a abordagem citada.

pi = [σ1i, σ2i, σ3i, . . . , σni] (4.5)

A velocidade de cada part́ıcula é inicializada aleatoriamente entre 0 e vMax (4.6),

onde rand() é um número aleatório gerado no intervalo de 0 a 1.

vi = vMax ∗ rand() (4.6)

O processo de refinamento dos parâmetros de redes RBF via algoritmo de PSO é

descrito a seguir:

1. Definir os parâmetros do algoritmo: os limites de velocidade vMax e vMin; o espaço

de busca pMax e pMin; os fatores de aceleração a1 e a2; o fator de inércia wMax e

wMin; o número máximo de passos tMax; e o tamanho do enxame. Inicializar os

valores de pBest e de gBest;

2. Inicializar as posições das part́ıculas (4.5) do algoritmo com os valores corresponden-

tes às larguras pré-ajustadas via procedimento descrito na seção anterior. Inicializar

também as informações das velocidades (4.6);

3. Avaliar o fitness de cada part́ıcula através da equação (4.1), onde os valores dos pesos

da camada de sáıda da rede são ajustados pelo método dos mı́nimos quadrados;

4. Se o fitness atual da part́ıcula i for menor que o valor de pBesti, atualizar o algoritmo

com o valor do pBest atual. Se o fitness atual da part́ıcula i for menor que o valor

de gBest, atualizar o algoritmo com o valor atual;

5. Atualizar as velocidades (Equação 3.12) e posições (Equação 3.11) das part́ıculas;

6. Se uma solução otimizada for encontrada ou o número de passos tMax for alcançado,
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o algoritmo é interrompido e os novos valores de larguras da RBF serão atribúıdos

por meio dos dados associados ao melhor gBest obtido;

7. Senão, voltar ao passo (3) do procedimento;

8. Na finalização do algoritmo, a exatidão obtida com rede RBF ajustada via PSO, é

validada através de um conjunto de dados de teste, calculando-se o valor da SEQ

correspondente. Se o resultado obtido for melhor do que aquele resultante via pa-

râmetros pré-ajustados, o modelo da RBF está refinado. Senão, se define outros

parâmetros do PSO e realiza-se o procedimento outra vez;

A Figura 13 ilustra em um fluxograma o procedimento de refinamento de parâmetros

de uma rede RBF. No próximo caṕıtulo deste trabalho encontram-se alguns exemplos de

aplicações que servirão para ilustrar a metodologia proposta neste caṕıtulo.

INICIO

Definir os parâmetros do 
algoritmo PSO e inicializar os 
valores de pBest e gBest.

Inicializar as posições (Equação 
4.5) e velocidades (Equação 
4.6) das partículas.

fitness atual é 
menor que pBest?

Avaliar o fitness das partículas

Atualizar pBest com 
valor atual

Sim

Não

Solução ótima 
encontrada ou 

número de passos 
alcançado?

Os novos valores de larguras da 
rede RBF serão atribuídos por 
meio dos dados associados ao 
melhor gBest obtido.

FIM

fitness atual é 
menor que gBest?

Atualizar gBest com 
valor atual

A

A

B

C Atualizar as velocidades (Equação 
3.12) e posições (Equação 3.11) das 
partículas.

B

O modelo da RBF 
está refinado?

Sim

CNão

Não

Não

Sim

Sim

Figura 13: Fluxograma do procedimento de refinamento de parâmetros.
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5 Resultados

Neste caṕıtulo serão apresentados alguns exemplos para ilustrar a aplicação da metodo-

logia proposta neste trabalho. Exemplos de aproximações de funções, previsão de série

temporal e classificação de padrões serão utilizados com o objetivo de mostrar o potencial

da abordagem proposta. Os resultados obtidos serão comparados com técnicas utilizadas

em outros trabalhos.

5.1 Experimentos

Para ilustrar o procedimento proposto neste trabalho, dois exemplos de aplicações

em aproximações de funções não lineares, uma aplicação em previsão de série temporal

e um exemplo de classificação serão utilizados. Para os três primeiros exemplos citados,

a estrutura da rede RBF utilizada nos experimentos é constitúıda de duas entradas, seis

funções de base radial, e uma unidade na camada de sáıda. O valor do fator multiplicativo

(equação (4.4)) utilizado no procedimento prévio para o ajuste adicional nos valores das

larguras das funções de base radial foi igual a seis para todos os exemplos. Para o algoritmo

de PSO utilizado, os parâmetros associados que apresentaram os melhores resultados nos

experimentos estão ilustrados na Tabela 3. Alguns destes valores foram ajustados de

acordo com a caracteŕıstica do experimento abordado.

Tabela 3: Configuração dos parâmetros utilizados pelo algoritmo de PSO.
Parâmetros Valores
Número de part́ıculas 50
Fator de Inércia [wMin; wMax ] [0,4; 0,9]
Constante de aceleração cognitiva (a1) 2
Constante de aceleração social (a2) 2
Velocidade [vMin; vMax ] [-10; 10]
Posição [pMin; pMax ] [10−6; 1000]

O algoritmo de otimização foi executado dez vezes para cada experimento para testar

o desempenho do procedimento, e os valores resultantes dos passos correspondentes em
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cada experimento foram obtidos através da média dos valores associados a cada execução

do algoritmo do PSO. Os experimentos foram executados em uma máquina Intel Core i3,

com 4GB de memória RAM e sistema operacional Windows 7 64 bits. Os procedimentos

foram desenvolvidos no software Matlab R2013a. O código implementado referente ao

Exemplo 1 dos experimentos se encontra no Apêndice A da dissertação.

5.1.1 Exemplo 1 - Aproximação de Função

Este exemplo utiliza uma função não linear (5.1) com duas variáveis de entrada que

representa uma função estática com duas não linearidades. Foram utilizados 200 dados ge-

rados aleatoriamente dentro de um intervalo pré-definido para representar a função, sendo

que 100 dados foram utilizados para treinamento e 100 dados utilizados para validação

do modelo.

y = x1x2 + x22 x1, x2 ∈ [−1,+1] (5.1)

A Figura 14 ilustra os dados originais da função e os aproximados por uma rede RBF,

cujos parâmetros da mesma foram ajustados através da abordagem proposta por Santos

(2014).
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Figura 14: Dados originais e os aproximados pela rede RBF utilizando o ajuste prévio de
parâmetros referente ao Exemplo 1.
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O tempo de processamento do procedimento de pré-ajuste de parâmetros foi de 0,16

segundos. Utilizou-se o procedimento proposto nesta dissertação para o refinamento dos

valores das larguras da rede RBF, onde se empregou como critério de parada do algoritmo

PSO um valor de SEQ menor que 10−6 ou um número máximo de passos igual a 2000.

A rede RBF resultante apresentou após dez execuções do algoritmo um valor médio de

SEQ de 6, 24 ∗ 10−7, convergindo com uma média de 44 passos de execução do PSO.

O menor valor encontrado foi de 6, 26 ∗ 10−8. O tempo de processamento médio foi de

0,45 segundos. A Tabela 4 ilustra os valores dos parâmetros pré-ajustados para rede

RBF e os valores refinados via PSO, a partir do conjunto de dados de treinamento. Os

valores dos centros das funções de base radial para os dois modelos de redes RBF foram:

c = [c11, c12, c21, c22, . . . , c61, c62] = [−0, 657425, 0, 218492, 0, 766503, 0, 835955, 0, 638923,

0, 008197,−0, 228962,−0, 705242,−0, 160886, 0, 556787, 0, 697378,−0, 675270]. A Figura

15 mostra os resultados da aproximação em questão utilizando o procedimento proposto

neste trabalho.

Tabela 4: Valores dos parâmetros pré-ajustados e refinados da rede RBF referentes ao
Exemplo 1.

Parâmetros Valores pré-ajustados Valores refinados
σ11 10,701066 98,360791
σ12 9,105471 94,308600
σ21 7,104280 91,147963
σ22 5,736190 92,410385
σ31 9,175625 98,845443
σ32 9,589272 90,796023
σ41 9,838328 92,418208
σ42 10,577233 92,491817
σ51 9,822681 91,130667
σ52 9,854824 91,933546
σ61 9,120310 92,939390
σ62 8,534768 92,254109
w0 -0,085724*104 0,006863*107

w1 1,026315*104 -1,085196*107

w2 0,016475*104 4,322262*107

w3 1,661979*104 1,300870*107

w4 0,393652*104 6,504516*107

w5 -1,911057*104 -5,083008*107

w6 -1,104105*104 -5,966198*107

A Tabela 5 contêm os valores dos erros de aproximação com o conjunto de treinamento

e de teste para as duas condições consideradas de parâmetros. Nota-se que a rede RBF

com parâmetros refinados via PSO foi 108 vezes mais precisa em relação à rede com

parâmetros apenas pré-ajustados.
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Figura 15: Dados originais e os aproximados pela rede RBF após o procedimento proposto
referente ao Exemplo 1.

Tabela 5: Erro de aproximação da rede RBF para o Exemplo 1.
Conjunto de Treinamento Conjunto de Teste

CONTEXTO SEQ SEQ
Pré-Ajuste 0,1457 0,1240

Refinamento 6,2629*10−8 8,2349*10−8

5.1.2 Exemplo 2 - Aproximação da Função de Rosenbrock

Este exemplo utiliza a função não linear de Rosenbrock (ROSENBROCK, 1960)(5.2)

que apresenta caracteŕısticas não lineares acentuadas. Foram utilizados 200 dados gerados

aleatoriamente dentro de um intervalo pré-definido para representar a função, sendo que

100 dados foram utilizados para treinamento e 100 dados utilizados para validação do

modelo.

y = 100(x2 − x21)2 + (1− x1)2 x1, x2 ∈ [−1,+1] (5.2)

A Figura 16 ilustra os dados originais da função e os aproximados pela rede através

do procedimento de pré-ajuste de parâmetros. O procedimento resultou em um tempo de

processamento de 0,17 segundos.
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Figura 16: Dados originais e os aproximados pela rede RBF utilizando o ajuste prévio de
parâmetros referentes ao Exemplo 2.

O procedimento proposto para refinamento de parâmetros de redes RBF foi aplicado,

onde se utilizou como critério de parada do algoritmo um valor de SEQ menor que 10−1

ou um número máximo de passos igual a 2000. A rede RBF resultante apresentou após

dez execuções do algoritmo um valor médio de SEQ de 8, 96 ∗ 10−2, convergindo com

uma média de 512 passos de execução do PSO. O menor valor encontrado foi de 5, 50 ∗
10−2. O tempo médio de processamento foi de 5,4 segundos. A Tabela 6 ilustra os

valores dos parâmetros pré-ajustados para rede RBF e os valores refinados via PSO, a

partir do conjunto de dados de treinamento. Os valores dos centros das funções de base

radial para os dois modelos de redes RBF foram: c = [c11, c12, c21, c22, . . . , c61, c62] =

[−0, 404344,−0, 796274,−0, 154321,−0, 030756,−0, 311015,−0, 692154,−0, 207107,

0, 126532, 0, 004165, 0, 281403, 0, 502756,−0, 449258].

A Figura 17 mostra os resultados da aproximação em questão utilizando o procedi-

mento proposto neste trabalho.

A Tabela 7 contêm os valores dos erros de aproximação com o conjunto de treinamento

e de teste para as duas condições consideradas de parâmetros. A precisão da rede RBF

cujos parâmetros foram refinados via PSO foi 106 vezes melhor em relação à rede com

parâmetros apenas pré-ajustados.
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Tabela 6: Valores dos parâmetros pré-ajustados e refinados da rede RBF referente ao
Exemplo 2.

Parâmetros Valores pré-ajustados Valores refinados
σ11 6,298317 28,153401
σ12 6,851702 18,009637
σ21 12,896616 29,496220
σ22 7,748794 16,692102
σ31 7,124916 23,843233
σ32 8,439169 18,452502
σ41 8,977491 15,937635
σ42 8,043480 27,452020
σ51 10,799251 8,312757
σ52 11,738003 12,264684
σ61 9,021083 15,863757
σ62 9,408646 9,102590
w0 -1,633834*106 -0,035294*108

w1 -1,073892*106 2,322673*108

w2 1,874673*106 0,082226*108

w3 2,084700*106 -2,711903*108

w4 -3,176845*106 0,318537*108

w5 2,671739*106 0,037616*108

w6 -0,749340*106 -0,013466*108
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Figura 17: Dados originais e os aproximados pela rede RBF após o procedimento proposto
referente ao Exemplo 2.
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Tabela 7: Erro de aproximação da rede RBF para o Exemplo 2.
Conjunto de Treinamento Conjunto de Teste

CONTEXTO SEQ SEQ
Pré-ajuste 5,5875*104 5,8192*104

Refinamento 5,5073*10−2 3,9874*10−2

No procedimento via PSO para ajustar os valores das larguras das funções da camada

escondida de redes RBF, os valores das part́ıculas associadas ao procedimento poderiam

ser inicializados aleatoriamente e o algoritmo correspondente poderia ajustá-los até obter-

se a precisão desejada. Mas, com a utilização de valores pré-ajustados o algoritmo converge

com um número de passos menor em relação a parâmetros inicializados aleatoriamente.

Objetivando obter resultados mais exatos, os parâmetros do algoritmo de PSO, como os

coeficientes cognitivo e social (a1 e a2), foram ajustados fazendo com que as part́ıculas

tenham deslocamentos menores no espaço de busca, e deste modo possibilitando atingir

a melhor avaliação da função objetivo do algoritmo correspondente. O algoritmo foi

executado vinte vezes para cada cenário considerado, sendo registrado o número de passos

resultantes durante as execuções. Como critério de parada foi utilizado um valor de

SEQ igual a 10−1 ou um número máximo de passos igual a 2000. O fator de inércia foi

diminúıdo linearmente de 1,4 para 0,5. Os valores dos coeficientes de aceleração a1 e a2

foram ajustados em 1. As velocidades das part́ıculas foram inicializadas aleatoriamente

entre vMin e vMax. A Tabela 8 compara o número de passos de convergência resultantes

através da inicialização das part́ıculas a partir dos valores prévios de larguras, e partindo-

se de valores aleatórios. Observa-se que com a inicialização através de valores aleatórios,

o algoritmo PSO necessita de mais passos para obter a mesma exatidão, ou então atinge o

número máximo de passos estabelecido no algoritmo. Após as vinte execuções, o número

médio de passos resultantes a partir da inicialização com valores pré-ajustados e a partir

de valores aleatórios foi de 1226,2 e 1838,5, respectivamente.

Tabela 8: Número de passos resultantes.
Inicialização com valores prévios

1228 1170 1261 1222 1311 1212 1269 1255 1111 1197
1035 855 1238 1115 2000 1083 1155 1201 1440 1166

Inicialização com valores aleatórios
2000 2000 2000 1197 2000 2000 2000 2000 2000 2000
2000 2000 1209 2000 1217 2000 2000 2000 1147 2000
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5.1.3 Exemplo 3 - Série de Preço de Arroba de Boi

Neste item, o procedimento proposto será aplicado a um exemplo de previsão de série

temporal relacionada com o preço de arroba de boi, cujos dados estão ilustrados na Figura

18.
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Figura 18: Dados originais da série temporal relativa ao Exemplo 3.

O conjunto de treinamento utilizado para pré-ajustar os parâmetros da rede RBF

foi composto pelos dados referentes aos primeiros sessenta e dois meses da série. Para a

previsão de um passo a frente, cada amostra de dados foi formada por duas observações

de preço referentes aos dois meses anteriores ao mês que se deseja prever. Os valores dos

coeficientes de aceleração a1 e a2 foram ajustados em 1 e as velocidades da part́ıcula vMax

e vMin foram limitadas em 5 e -5, respectivamente. O procedimento via pré-ajuste de

parâmetros resultou em um tempo de processameto de 0,16 segundos. O procedimento

proposto para refinamento de parâmetros de redes RBF foi aplicado, onde se utilizou como

critério de parada do algoritmo um número máximo de passos igual a 2000. A rede RBF

resultante apresentou um valor médio de SEQ de 28,14 após 2000 passos de treinamento.

O tempo médio de processamento foi de 29,7 segundos. A Tabela 9 ilustra os valores

dos parâmetros pré-ajustados para rede RBF e os valores refinados via PSO a partir

do conjunto de dados de treinamento. Os valores dos centros das funções de base radial

para os dois modelos de redes RBF consideradas foram: c = [c11, c12, c21, c22, . . . , c61, c62] =

[22, 183812, 22, 303946, 17, 332979, 17, 254879, 15, 611567, 15, 440840, 23, 349729, 23, 392015,

18, 989097, 18, 944679, 21, 003959, 20, 616044]. Os valores estimados pelos modelos foram

comparados com os dados originais da série e estão ilustrados na Figura 19 e Figura 20.
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Tabela 9: Valores dos parâmetros pré-ajustados e refinados da rede RBF referentes ao
Exemplo 3.

Parâmetros Valores pré-ajustados Valores refinados
σ11 11,245697 1,824484
σ12 9,814081 11,859703
σ21 11,360312 7,079993
σ22 10,005365 4,601595
σ31 8,932972 34,623346
σ32 8,269446 6,191798
σ41 10,073190 0,189253
σ42 10,023970 34,262102
σ51 10,325168 0,111568
σ52 8,723710 0,807232
σ61 10,311218 35,644022
σ62 7,590768 27,412345
w0 -76,359284 87,816476
w1 345,775307 0,609819
w2 184,920309 12,328390
w3 -8,265429 -27,486378
w4 -142,856323 -1,353230
w5 -210,181730 -1,642026
w6 -66,261684 -57,037667
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Figura 19: Dados originais da série e os aproximados pela rede RBF após o procedimento
prévio de ajuste de parâmetros referente ao Exemplo 3.
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Figura 20: Dados originais da série e os aproximados pela rede RBF após o procedimento
proposto referente ao Exemplo 3.

Para testar o modelo da rede RBF resultante foram utilizados os onze dados finais da

série com a finalidade de verificar a capacidade de previsão da modelagem correspondente.

A Figura 21 ilustra os resultados obtidos nas previsões, onde se têm os dados originais da

série, as previsões da rede com os parâmetros previamente ajustados e com os parâmetros

refinados via PSO.

A Tabela 10 contêm os valores dos erros considerados no experimento, onde foi adi-

cionada a informação do erro percentual absoluto médio (EPAM). Observa-se que com a

utilização do refinamento via PSO houve uma melhoria de 0,8% na capacidade de previsão

da modelagem resultante.

Tabela 10: Erro da rede RBF para o Exemplo 3.
Conjunto de Treinamento Conjunto de Teste

CONTEXTO SEQ EPAM SEQ EPAM
Pré-ajuste 31,6858 4,2375% 3,0207 3,1031%

Refinamento 28,0913 3,9452% 1,8707 2,2959%
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Figura 21: Dados originais da série e os da rede RBF com parâmetros pré-ajustados e
refinados via PSO.

5.1.4 Exemplo 4 – Classificação de Padrões

Neste exemplo o procedimento proposto será aplicado no ajuste de parâmetros de uma

rede RBF utilizada para a classificação de dados relacionados ao diagnostico de câncer

de mama, cujas informações fazem parte do repositório UCI Machine Learning (BACHE;

LICHMAN, 2013). As informações desta base de dados são compostas por nove atributos

e 699 exemplos, onde 65,4% dos dados são classificações referentes a diagnósticos classifi-

cados como benignos e 34,5% como malignos. Alguns dados apresentaram inconsistências

e foram removidos da base de dados, resultando em um conjunto com 683 amostras. As

primeiras 349 amostras serão utilizadas para o procedimento de ajuste de parâmetros da

rede RBF considerada, e as últimas 175 amostras para efeito de teste da rede resultante.

Os dados de treinamento foram apresentados à rede de forma aleatória. Um valor de th-

reshold igual a 0,5 foi utilizado na sáıda da rede para classificar a informação de sáıda da

RBF como estado benigno ou maligno. Os resultados serão comparados com os obtidos

pelo método proposto por Noman, Shamsuddin e Hassanien (2009), que utilizou a mesma

proporção de amostras de treinamento e teste.

A estrutura da rede RBF utilizada neste experimento consiste de nove entradas, dois

nós na camada escondida e uma unidade de sáıda. As informações de entrada da rede
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são: espessura; uniformidade do tamanho da célula; uniformidade da forma da célula;

aderência marginal; tamanho da célula epitelial; cromatina branda; núcleo descoberto;

nucléolo normal; mitose. As velocidades da part́ıcula vMax e vMin foram limitadas em

1 e -1 respectivamente.

Os procedimentos de pré-ajuste e refinamento de parâmetros da rede RBF foram apli-

cados. Utilizou-se como critério de parada do algoritmo de PSO um valor de erro médio

quadrático (EMQ) menor que 0,005 ou um número máximo de passos igual a 2000. A rede

RBF resultante apresentou após dez execuções do algoritmo um valor médio de EMQ de

0,0265 após o número máximo de passos de treinamento. O tempo de processamento via

abordagem de pré-ajuste foi de 0,12 segundos, enquanto que o tempo médio de processa-

mento via procedimento de refinamento foi de 50,4 segundos. Os valores na Tabela 11 in-

dicam os parâmetros pré-ajustados para rede RBF e os valores refinados via PSO, a partir

do conjunto de exemplos de treinamento. Os parâmetros referentes aos centros das fun-

ções de base radial para as duas modelagens foram: c = [c11, c12, . . . , c19, c21, c22, . . . , c29] =

[0, 692646, 0, 703056, 0, 691083, 0, 597203, 0, 555467, 0, 812875, 0, 625149, 0, 620446, 0, 264020,

0, 291770, 0, 132338, 0, 143656, 0, 135286, 0, 208987, 0, 132398, 0, 211677, 0, 123858, 0, 108299].

Tabela 11: Valores dos parâmetros pré-ajustados e refinados da rede RBF referentes ao
Exemplo 4.

Parâmetros Valores pré-ajustados Valores refinados
σ11 11,330792 49,845677
σ12 8,976854 1,637906
σ13 9,695303 0,854894
σ14 8,572920 14,008969
σ15 9,798474 1,433562
σ16 8,525740 1,667283
σ17 10,673202 1,196716
σ18 8,079547 1,239226
σ19 10,119156 0,512793
σ21 12,408353 4,297305
σ22 26,335127 10,636327
σ23 21,505132 45,903744
σ24 30,155745 9,669115
σ25 25,840186 6,659443
σ26 27,550582 6,643929
σ27 16,211732 7,180254
σ28 24,940500 7,597928
σ29 41,705232 2,524060
w0 82,479207 16,071959
w1 58,583295 1,799035
w2 -140,293121 -17,057478
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A Tabela 12 contêm os valores referentes às etapas de treinamento e o percentual

de acerto na classificação de diagnósticos. Os resultados obtidos pelos procedimentos

de pré-ajuste e refinamento via PSO foram confrontados com os resultados encontrados

por Noman, Shamsuddin e Hassanien (2009). Observa-se que utilizando o procedimento

de refinamento houve uma melhoria de 24,8% no percentual de acertos em relação ao

resultado encontrado por Noman, Shamsuddin e Hassanien (2009) e 1,15% em relação ao

resultado encontrado utilizando o procedimento de pré-ajuste.

Tabela 12: Comparação dos resultados.
CONTEXTO Noman et al. Pré-ajuste Refinamento

Treino Teste Treino Teste Treino Teste
Passos 10000 - 1 - 2000 -

Classificação(%) 97,65 71,77 96,56 95,42 96,84 96,57

Uma segunda abordagem utilizada neste exemplo foi dividir os conjuntos de treina-

mento e teste em partes iguais, onde as primeiras 341 amostras foram utilizadas para o

procedimento de ajuste de parâmetros da rede e as seguintes 341 amostras para efeito

de teste da rede resultante. Os procedimentos de pré-ajuste e refinamento de parâmetros

da rede RBF foram aplicados. Utilizando-se do mesmo critério de parada da aborda-

gem anterior, a rede RBF resultante apresentou após dez execuções do algoritmo um

valor médio de EMQ de 0,0266 após 2000 passos de treinamento. A Tabela 13 ilustra

os valores dos parâmetros pré-ajustados para rede RBF e os valores refinados via PSO,

a partir do conjunto de treinamento. Os valores referentes aos centros das funções de

base radial para os dois modelos de rede foram: c = [c11, c12, . . . , c19, c21, c22, . . . , c29] =

[0.678187, 0, 693594, 0, 689836, 0, 584668, 0, 536870, 0, 778231, 0, 615053, 0, 595280, 0, 268146,

0, 298546, 0, 131776, 0, 141380, 0, 136420, 0, 211951, 0, 135695, 0, 209271, 0, 125844, 0, 111176].

A Tabela 14 traz o percentual de acerto na classificação de diagnósticos, confrontando

os resultados obtidos pelo procedimento de pré-ajuste com o refinamento via PSO. Nota-

se uma melhoria de 0,5% na classificação quando se utiliza o procedimento via PSO, e

também um pequeno incremento de acertos (0,49%) em relação à tabela anterior.
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Tabela 13: Valores dos parâmetros da segunda abordagem do Exemplo 4.
Parâmetros Valores pré-ajustados Valores refinados

σ11 10,714678 19,851081
σ12 10,055280 1,571837
σ13 10,528070 1,252686
σ14 8,134845 3,612527
σ15 10,243011 2,316478
σ16 8,446178 1,652485
σ17 10,174372 1,665215
σ18 8,027342 1,507054
σ19 9,844451 1,018350
σ21 12,937149 6,169153
σ22 13,991633 10,702532
σ23 15,930176 32,631041
σ24 28,721439 11,628663
σ25 23,413578 15,487031
σ26 23,907565 13,113512
σ27 17,850148 10,313565
σ28 25,343032 27,663594
σ29 35,015549 4,556311
w0 25,392314 31,366074
w1 71,508524 3,013624
w2 -96,028134 -33,446354

Tabela 14: Comparação dos resultados da segunda abordagem.
CONTEXTO Pré-ajuste Refinamento

Treino Teste Treino Teste
Passos 1 - 2000 -

Classificação(%) 97,65 96,56 98,53 97,06
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6 Conclusão

Este caṕıtulo conclui a dissertação e propõe sugestões para trabalhos futuros.

6.1 Considerações Finais e sugestões para Trabalhos Futuros

Como abordado no Caṕıtulo 2, vários métodos de treinamento podem ser aplicados

no ajuste dos parâmetros livres de uma rede RBF. Alguns destes métodos combinam

estratégias não supervisionadas com supervisionadas durante o processo de aprendizagem.

O procedimento proposto nesta dissertação utiliza um algoritmo de PSO para realizar

um refinamento nos valores das larguras das funções de entrada de redes RBF, cujos pa-

râmetros iniciais são pré-selecionados pela abordagem descrita em Santos (2014). Alguns

experimentos foram considerados para ilustrar a metodologia proposta.

Nas aplicações de aproximações de funções consideradas nos experimentos, observou-

se através dos resultados encontrados que a exatidão das redes RBF com parâmetros

refinados através do método proposto foi bem melhor em relação às redes com parâmetros

apenas pré-ajustados. Para o primeiro exemplo considerado, uma precisão de 108 vezes na

aproximação da função foi alcançada, enquanto que para o segundo exemplo, a exatidão

foi de 106 vezes. Aplicações em aproximações de funções não lineares foram consideradas

inicialmente. Na aplicação referente à previsão de valores de uma série temporal financeira,

notou-se que com a utilização do refinamento via PSO houve uma melhoria de 0,8% na

capacidade de previsão da modelagem resultante. Uma melhor exatidão nas estimativas

das previsões pode ser obtida com a utilização um maior número de observações anteriores

referentes às informações empregadas, onde as janelas temporais correspondentes podem

ser determinadas via técnicas de auto-correlação, e também com a inclusão de variáveis

exógenas que possam estar relacionadas com o processo de previsão considerado. Na

aplicação de classificação de padrões notou-se uma pequena melhoria nos resultados das

classificações quando se utiliza o procedimento via PSO. Com a utilização deste método,

houve uma melhoria de 24,8% em relação ao método utilizado por Noman, Shamsuddin
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e Hassanien (2009) e 1,15% em relação ao procedimento de pré-ajuste.

Para todos os experimentos considerados, o tempo de execução de cada procedimento

abordado foi medido. Foi observado que o tempo de processamento utilizando o procedi-

mento de refinamento de parâmetros é maior em relação à utilização do procedimento de

pré-ajuste. Apesar desta diferença de tempo, a melhoria trazida pelo método de refina-

mento compensou o tempo de execução.

Assim, pode-se concluir dos experimentos exemplificados neste trabalho, que a abor-

dagem adotada proporciona uma melhoria na exatidão dos modelos resultantes em com-

paração ao método de pré-ajuste de parâmetros, e alguns outros citados na revisão bibli-

ográfica.

Para trabalhos futuros são propostas as seguintes sugestões:

• Considerar outras aplicações de modelagem, tais como de sistemas dinâmicos com

caracteŕısticas não lineares, outros exemplos de séries temporais e de classificação

de padrões.

• A utilização de técnicas de agrupamento que possibilitem a determinação ótima dos

números de clusters relacionados com o número de funções de base radial especifica-

das para uma determinada rede RBF. Desta forma espera-se obter estruturas mais

reduzidas para as redes projetadas.

• Utilização do algoritmo de PSO para refinar também os valores dos centros das

funções de base radial de redes RBF.

• Aplicação de outros algoritmos de otimização para o ajuste dos parâmetros de redes

RBF, como aqueles baseados em colônias de formigas, enxame de abelhas, cardumes

de peixes, e outros.
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processing units for rbf networks: initial structure identification and coarse-tuning of free
parameters. Neural Computing and Applications, Springer, v. 22, n. 7-8, p. 1655–1666,
2013.

KENNEDY, J.; EBERHART, R. Particle swarm optimization. In: Proceedings of 1995
IEEE International Conference on Neural Networks. [S.l.: s.n.], 1995. p. 1942–1948.

KENNEDY, J.; MENDES, R. Population structure and particle swarm performance.
IEEE computer Society, 2002.

KORANI, W. Particle Swarm Optimization. MATLAB Central File Exchange, June
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APÊNDICE A -- Programa para construção do
procedimento prévio e proposto
para o ajuste dos parâmetros da
rede RBF referente aos exemplos

A implementação do procedimento prévio e proposto para o ajuste dos parâmetros

da rede RBF referente aos exemplos citados nesta dissertação foi realizada no software

MatLab R2013a. Os códigos apresentados nas listagens são utilizados para a construção

dos procedimentos referentes ao Exemplo 1 dos experimentos. Para os demais exemplos

os códigos são semelhantes. A implementação do algoritmo de PSO foi baseada no código

de Korani (2008).

Listagen A.1: Geração dos dados de treinamento e teste

% Dados da Funcao y = x1∗x2 + x2ˆ2

clear a l l ;

% Dados da Funcao

np = 200 ;

5 for n=1:np

s1 = rand ; s2= rand ;

i f s1 < 0 .5

s1 = −1;
10 else

s1 = 1 ;

end

i f s2 < 0 .5

15 s2 = −1;
else

s2 = 1 ;

end
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20 x1 = s1 ∗rand ; x2 = s2 ∗rand ;

Vetx1 (n)=x1 ; Vetx2 (n)=x2 ;

y = x1∗x2 + x2 ˆ2 ;

Vety (n)=y ;

25 end

plot3 (Vetx1 , Vetx2 , Vety , ’k*’ ) ; grid

x1 = Vetx1 ( 1 : 1 00 ) ; x2 = Vetx2 ( 1 : 1 00 ) ; y = Vety ( 1 : 1 00 ) ;

30 DadosTreino = [ x1 ’ x2 ’ y ’ ] ;

save DadosTreino ;

x1 = Vetx1 (101 : 200 ) ; x2 = Vetx2 (101 : 200 ) ; y = Vety (101 : 200 ) ;

DadosTeste = [ x1 ’ x2 ’ y ’ ] ;

35 save DadosTeste ;

Listagen A.2: Determinação dos centros e desvios da rede RBF

% Dados dos C lu s t e r s ( v ia Fuzzy C−Means) da funcao l i n e a r x1x2+x2ˆ2

clear a l l ;

5 % Dados da funcao

load DadosTreino ;

DadosFunc = DadosTreino ;

x1=DadosFunc ( : , 1 ) ; x2=DadosFunc ( : , 2 ) ; y = DadosFunc ( : , 3 ) ;

10 % Aplicacao do a l gor i tmo Fuzzy C−Means

dados = [ x1 x2 y ] ;

[ centros ,U, ob j f cn ] = fcm ( dados , 6 ) ; % Def in ido 6 Agrupamentos

maxU = max(U) ;

index1 = find (U( 1 , : ) == maxU) ;

15 index2 = find (U( 2 , : ) == maxU) ;

index3 = find (U( 3 , : ) == maxU) ;

index4 = find (U( 4 , : ) == maxU) ;

index5 = find (U( 5 , : ) == maxU) ;

index6 = find (U( 6 , : ) == maxU) ;

20

% Ind icacoes Gra f icas dos Agupamentos Resu l t an t e s

plot3 ( dados ( index1 , 1 ) , dados ( index1 , 2 ) , dados ( index1 , 3 ) , ’r.’ , ’MarkerSize’ , 12)

hold on

plot3 ( dados ( index2 , 1 ) , dados ( index2 , 2 ) , dados ( index2 , 3 ) , ’b.’ , ’MarkerSize’ , 12)
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25 plot3 ( dados ( index3 , 1 ) , dados ( index3 , 2 ) , dados ( index3 , 3 ) , ’g.’ , ’MarkerSize’ , 12)

plot3 ( dados ( index4 , 1 ) , dados ( index4 , 2 ) , dados ( index4 , 3 ) , ’k.’ , ’MarkerSize’ , 12)

plot3 ( dados ( index5 , 1 ) , dados ( index5 , 2 ) , dados ( index5 , 3 ) , ’y.’ , ’MarkerSize’ , 12)

plot3 ( dados ( index6 , 1 ) , dados ( index6 , 2 ) , dados ( index6 , 3 ) , ’c.’ , ’MarkerSize’ , 12)

xlabel (’x1’ ) ; ylabel (’x2’ ) ; zlabel (’y’ ) ;

30 plot3 ( c en t ro s ( : , 1 ) , c en t ro s ( : , 2 ) , c en t ro s ( : , 3 ) ,’ko’ , ’MarkerSize’ , 12 , ’

LineWidth’ , 2 )

grid ; hold o f f ;

% Centros dos C lu s t e r s

c1a=cent ro s (1 , 1 ) ; c2a=cent ro s (1 , 2 ) ;

35 c1b=cent ro s (2 , 1 ) ; c2b=cent ro s (2 , 2 ) ;

c1c=cent ro s (3 , 1 ) ; c2c=cent ro s (3 , 2 ) ;

c1d=cent ro s (4 , 1 ) ; c2d=cent ro s (4 , 2 ) ;

c1e=cent ro s (5 , 1 ) ; c2e=cent ro s (5 , 2 ) ;

c 1 f=cent ro s (6 , 1 ) ; c 2 f=cent ro s (6 , 2 ) ;

40

% Desvios padroes normais dos dados dos agrupamentos correspondentes

d1an=std ( dados ( index1 , 1 ) ) ; d2an=std ( dados ( index1 , 2 ) ) ;

d1bn=std ( dados ( index2 , 1 ) ) ; d2bn=std ( dados ( index2 , 2 ) ) ;

d1cn=std ( dados ( index3 , 1 ) ) ; d2cn=std ( dados ( index3 , 2 ) ) ;

45 d1dn=std ( dados ( index4 , 1 ) ) ; d2dn=std ( dados ( index4 , 2 ) ) ;

d1en=std ( dados ( index5 , 1 ) ) ; d2en=std ( dados ( index5 , 2 ) ) ;

d1fn=std ( dados ( index6 , 1 ) ) ; d2fn=std ( dados ( index6 , 2 ) ) ;

% Desvios padroes modi f i cados ( e s ca l ado s ) para as RBF

50 d1a=0.5∗abs (max( dados ( index1 , 1 ) )−min( dados ( index1 , 1 ) ) ) /d1an ; d2a=0.5∗abs (
max( dados ( index1 , 2 ) )−min( dados ( index1 , 2 ) ) ) /d2an ;

d1b=0.5∗abs (max( dados ( index2 , 1 ) )−min( dados ( index2 , 1 ) ) ) /d1bn ; d2b=0.5∗abs (
max( dados ( index2 , 2 ) )−min( dados ( index2 , 2 ) ) ) /d2bn ;

d1c=0.5∗abs (max( dados ( index3 , 1 ) )−min( dados ( index3 , 1 ) ) ) /d1cn ; d2c=0.5∗abs (
max( dados ( index3 , 2 ) )−min( dados ( index3 , 2 ) ) ) /d2cn ;

d1d=0.5∗abs (max( dados ( index4 , 1 ) )−min( dados ( index4 , 1 ) ) ) /d1dn ; d2d=0.5∗abs (
max( dados ( index4 , 2 ) )−min( dados ( index4 , 2 ) ) ) /d2dn ;

d1e=0.5∗abs (max( dados ( index5 , 1 ) )−min( dados ( index5 , 1 ) ) ) /d1en ; d2e=0.5∗abs (
max( dados ( index5 , 2 ) )−min( dados ( index5 , 2 ) ) ) /d2en ;

55 d1f =0.5∗abs (max( dados ( index6 , 1 ) )−min( dados ( index6 , 1 ) ) ) /d1fn ; d2f =0.5∗abs (
max( dados ( index6 , 2 ) )−min( dados ( index6 , 2 ) ) ) /d2fn ;

% Salva os dados

DadosPar = [ c1a ; c2a ; c1b ; c2b ; c1c ; c2c ; c1d ; c2d ; c1e ; c2e ; c 1 f ; c 2 f ; d1a ; d2a ; d1b ;

d2b ; d1c ; d2c ; d1d ; d2d ; d1e ; d2e ; d1f ; d2f ] ;

60 save DadosPar ;
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Listagen A.3: Aplicação do procedimento prévio e proposto via PSO

% Programa p r i n c i p a l

%Criacao da rede RBF para a aproximacao da funcao nao l i n e a r y=f ( x1 , x2 )

5 clear a l l ;

t ic

% Carrega os dados de treinamento da rede

load DadosTreino ;

DadosFunc = DadosTreino ;

10 x1=DadosFunc ( : , 1 ) ; x2=DadosFunc ( : , 2 ) ; y=DadosFunc ( : , 3 ) ;

% Carrega os parametros ( cen t ros e d e s v i o s ) da RBF v ia t e cn i ca de

agrupamento

load DadosPar ;

c1a=DadosPar (1 ) ; c2a=DadosPar (2 ) ; c1b=DadosPar (3 ) ; c2b=DadosPar (4 ) ;

c1c=DadosPar (5 ) ; c2c=DadosPar (6 ) ;

15 c1d=DadosPar (7 ) ; c2d=DadosPar (8 ) ; c1e=DadosPar (9 ) ; c2e=DadosPar (10) ;

c 1 f=DadosPar (11) ; c 2 f=DadosPar (12) ;

d1a=DadosPar (13) ; d2a=DadosPar (14) ; d1b=DadosPar (15) ; d2b=DadosPar (16) ;

d1c=DadosPar (17) ; d2c=DadosPar (18) ;

d1d=DadosPar (19) ; d2d=DadosPar (20) ; d1e=DadosPar (21) ; d2e=DadosPar (22) ;

d1f=DadosPar (23) ; d2f=DadosPar (24) ;

%Fator mu l t i p l i c a t i v o

20 fm = 6 ;

d1a=fm∗d1a ; d2a=fm∗d2a ;
d1b=fm∗d1b ; d2b=fm∗d2b ;

d1c=fm∗d1c ; d2c=fm∗d2c ;
d1d=fm∗d1d ; d2d=fm∗d2d ;

25 d1e=fm∗d1e ; d2e=fm∗d2e ;
d1f=fm∗d1f ; d2f=fm∗d2f ;

% Calcu la os v a l o r e s das funcoes de base r a d i a l ( a t i vacao ) para cada

amostra de treinamento

f 1 = exp(−((x1−c1a ) . ∗ ( x1−c1a ) /(2∗d1a ˆ2)+(x2−c2a ) . ∗ ( x2−c2a ) /(2∗d2a ˆ2) ) ) ;
30 f 2 = exp(−((x1−c1b ) . ∗ ( x1−c1b ) /(2∗d1bˆ2)+(x2−c2b ) . ∗ ( x2−c2b ) /(2∗d2bˆ2) ) ) ;

f 3 = exp(−((x1−c1c ) . ∗ ( x1−c1c ) /(2∗ d1c ˆ2)+(x2−c2c ) . ∗ ( x2−c2c ) /(2∗ d2c ˆ2) ) ) ;
f 4 = exp(−((x1−c1d ) . ∗ ( x1−c1d ) /(2∗d1dˆ2)+(x2−c2d ) . ∗ ( x2−c2d ) /(2∗d2dˆ2) ) ) ;
f 5 = exp(−((x1−c1e ) . ∗ ( x1−c1e ) /(2∗ d1e ˆ2)+(x2−c2e ) . ∗ ( x2−c2e ) /(2∗ d2e ˆ2) ) ) ;
f 6 = exp(−((x1−c1 f ) . ∗ ( x1−c1 f ) /(2∗ d1f ˆ2)+(x2−c2 f ) . ∗ ( x2−c2 f ) /(2∗ d2f ˆ2) ) ) ;



75

35

[ zL , zC]= s ize ( y ) ;

% Regressores

Fi=[ f1 f 2 f 3 f 4 f 5 f 6 ones (1 , zL ) ’ ] ; Y=y ;

40

% Calcu la os pesos da camada de sa ida da rede

W=pinv (G) ∗Y;

w1=W(1) ; w2=W(2) ; w3=W(3) ; w4=W(4) ; w5=W(5) ; w6=W(6) ; w0=W(7) ;

45 % Calcu la a sa ida da rede para cada amostra de treinamento (modelo

r e s u l t a n t e )

ye = w0 + w1∗ f 1 + w2∗ f 2 + w3∗ f 3 +w4∗ f 4 + w5∗ f 5 + w6∗ f 6 ;

% Calcu lo da somatoria dos er ros quadra t i co s (SEQ) sobre o conjunto de

treinamento

er =y−ye ; eq=er .∗ er ;
50 s e q I n i c i a lT r e i n o = 0.5∗sum( eq )

% Carrega os dados de t e s t e da rede

load DadosTeste ;

DadosFunc = DadosTeste ;

55 x1=DadosFunc ( : , 1 ) ; x2=DadosFunc ( : , 2 ) ; y=DadosFunc ( : , 3 ) ;

% Calcu la os v a l o r e s das funcoes de base r a d i a l ( a t i vacao ) para cada

amostra de t e s t e

f 1 = exp(−((x1−c1a ) . ∗ ( x1−c1a ) /(2∗d1a ˆ2)+(x2−c2a ) . ∗ ( x2−c2a ) /(2∗d2a ˆ2) ) ) ;
f 2 = exp(−((x1−c1b ) . ∗ ( x1−c1b ) /(2∗d1bˆ2)+(x2−c2b ) . ∗ ( x2−c2b ) /(2∗d2bˆ2) ) ) ;

60 f 3 = exp(−((x1−c1c ) . ∗ ( x1−c1c ) /(2∗ d1c ˆ2)+(x2−c2c ) . ∗ ( x2−c2c ) /(2∗ d2c ˆ2) ) ) ;
f 4 = exp(−((x1−c1d ) . ∗ ( x1−c1d ) /(2∗d1dˆ2)+(x2−c2d ) . ∗ ( x2−c2d ) /(2∗d2dˆ2) ) ) ;
f 5 = exp(−((x1−c1e ) . ∗ ( x1−c1e ) /(2∗ d1e ˆ2)+(x2−c2e ) . ∗ ( x2−c2e ) /(2∗ d2e ˆ2) ) ) ;
f 6 = exp(−((x1−c1 f ) . ∗ ( x1−c1 f ) /(2∗ d1f ˆ2)+(x2−c2 f ) . ∗ ( x2−c2 f ) /(2∗ d2f ˆ2) ) ) ;

65 % Calcu la a sa ida da rede para cada amostra de t e s t e

ye = w0 + w1∗ f 1 + w2∗ f 2 + w3∗ f 3 +w4∗ f 4 + w5∗ f 5 + w6∗ f 6 ;

[ nL ,nC]= s ize ( ye ) ;

vn=1:nL ;

70

% Calcu lo da somatoria dos er ros quadra t i co s (SEQ) sobre o conjunto de

t e s t e

er =y−ye ; eq=er .∗ er ;
s e q I n i c i a lT e s t e = 0 .5∗sum( eq )
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75 %Tempo de processamento do procedimento de pre−a j u s t e de parametros

tempoGasto=toc

%############################OTIMIZACAO COM PSO############################

t ic

80 seqTre ino = zeros (10 ,1 ) ;

seqTeste = zeros (10 ,1 ) ;

numEpocas=ones (10 ,1 ) ;

%Executa o a l gor i tmo PSO por t ve ze s

85 for t =1:10

% Carrega os dados de treinamento da rede

load DadosTreino ;

DadosFunc = DadosTreino ;

90 x1=DadosFunc ( : , 1 ) ; x2=DadosFunc ( : , 2 ) ; y=DadosFunc ( : , 3 ) ;

n = 50 ; % tamanho do enxame

num passos = 2000 ; % maximo numero de passos

dim = 12 ; % dimensao da p a r t i c u l a

95

wmax=0.9; %fa t o r de i n e r c i a i n i c i a l

wmin=0.4 ; %fa t o r de i n e r c i a f i n a l

a1=2; %co e f i c i e n t e de ace l e racao ( s o c i a l )

a2=2; %co e f i c i e n t e de ace l e racao ( c o gn i t i v o )

100 t o l=1e−06; %de f i n e c r i t e r i o de parada

%I n i c i a l i z a o f i t n e s s das p a r t i c u l a s

f i t n e s s =0∗ones (n , num passos ) ;

f i t n e s s a t u a l =0∗ones (n , 1 ) ;
105

%In i c i a l i z a c a o das pos i coe s das p a r t i c u l a s com os va l o r e s de de s v i o s

ca l c u l a do s previamente

Ad1=d1a∗ ones (1 , n ) ’ ;Ad2=d2a∗ ones (1 , n ) ’ ;

Bd1=d1b∗ ones (1 , n ) ’ ; Bd2=d2b∗ ones (1 , n ) ’ ;

Cd1=d1c∗ ones (1 , n ) ’ ; Cd2=d2c∗ ones (1 , n ) ’ ;

110 Dd1=d1d∗ ones (1 , n ) ’ ;Dd2=d2d∗ ones (1 , n ) ’ ;

Ed1=d1e∗ ones (1 , n ) ’ ; Ed2=d2e∗ ones (1 , n ) ’ ;

Fd1=d1f ∗ ones (1 , n ) ’ ; Fd2=d2f ∗ ones (1 , n ) ’ ;

p o s i c a o a tua l = [Ad1 Ad2 Bd1 Bd2 Cd1 Cd2 Dd1 Dd2 Ed1 Ed2 Fd1 Fd2 ] ’ ;

115
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%Define o l im i t e do espaco de busca

pMin = 1e−06;
pMax = 1000 ;

%Define o l im i t e da ve l o c i dade

120 vMax = 10 ;

vMin = −vMax ;

%In i c i a l i z a c a o da ve l o c i dade da p a r t i c u l a

ve l o c idade = vMax∗rand (dim , n) ;

125

%Calcu la f i t n e s s i n i c i a l das p a r t i c u l a s

for i =1:n

f i t n e s s a t u a l ( i ) = r b f f i t n e s s ( po s i c a o a tua l ( : , i ) ,DadosFunc ,

DadosPar ) ;

130 end

%I n i c i a l i z a o PBEST

pb e s t f i t n e s s = f i t n e s s a t u a l ;

pbest pos = po s i c a o a tua l ;

135

%I n i c i a l i z a o GBEST

[ g b e s t f i t n e s s , g ] = min( p b e s t f i t n e s s ) ;

for i =1:n

gbes t pos ( : , i ) = pbest pos ( : , g ) ;

140 end

for i t e r =1:num passos

%Decrementa l inearmente o f a t o r de i n e r c i a

145 w = wmax − ( (wmax−wmin) /num passos ) ∗ i t e r ;

%Calcu la nova v e l o c i dade da p a r t i c u l a

for i =1:n

ve l o c idade ( : , i ) = w∗ ve l o c idade ( : , i ) + a1 ∗(rand∗( pbest pos ( : , i )−
po s i c ao a tua l ( : , i ) ) ) + a2 ∗(rand∗( gbes t pos ( : , i )−po s i c ao a tua l ( : , i ) ) )

;

150 end

%Limita a v e l o c i dade da p a r t i c u l a

for k=1:n

index = ve lo c idade ( : , k )>vMax ;

155 ve l o c idade ( index , k )=vMax ;
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index = ve lo c idade ( : , k )<vMin ;

ve l o c idade ( index , k )=vMin ;

end

160

%Calcu la nova pos icao da p a r t i c u l a

po s i c ao a tua l = po s i c a o a tua l + ve l o c idade ;

%Limita o espaco de busca da p a r t i c u l a

165 for k=1:n

index = po s i c a o a tua l ( : , k )>pMax ;

po s i c a o a tua l ( index , k )=pMax ;

index = po s i c a o a tua l ( : , k )<pMin ;

170 po s i c ao a tua l ( index , k )=pMin ;

end

%Aval ia novo f i t n e s s da p a r t i c u l a

for i =1:n ,

175 f i t n e s s a t u a l ( i ) = r b f f i t n e s s ( po s i c a o a tua l ( : , i ) ,DadosFunc ,

DadosPar ) ;

end

%Calcu la pbe s t

for i =1:n

180 i f f i t n e s s a t u a l ( i ) < pb e s t f i t n e s s ( i )

p b e s t f i t n e s s ( i ) = f i t n e s s a t u a l ( i ) ;

pbest pos ( : , i ) = po s i c ao a tua l ( : , i ) ;

end

end

185

[ c u r r e n t g b e s t f i t n e s s , g ] = min( p b e s t f i t n e s s ) ;

%Calcu la g b e s t

i f c u r r e n t g b e s t f i t n e s s < g b e s t f i t n e s s

190 g b e s t f i t n e s s = c u r r e n t g b e s t f i t n e s s ;

for i =1:n

gbes t pos ( : , i ) = pbest pos ( : , g ) ;

end

195 end

%Cr i t e r i o de parada
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i f ( g b e s t f i t n e s s<t o l )

break

200 end

end %fim do a lgor i tmo

%Carrega novos d e s v i o s

205 d=gbes t pos ( : , 1 ) ;

%Armazena gBest do a l gor i tmo na execucao t ( va l o r do SEQ correspondente )

seqTre ino ( t ) = g b e s t f i t n e s s ;

210 %Armazena o numero de passos do a l gor i tmo na execucao t

numEpocas ( t ) = i t e r ;

% Calcu la os v a l o r e s das funcoes de base r a d i a l ( a t i vacao ) para cada

amostra de treinamento ( u t i l i z a n d o os novos d e s v i o s )

f 1 = exp(−((x1−c1a ) . ∗ ( x1−c1a ) /(2∗d (1) ˆ2)+(x2−c2a ) . ∗ ( x2−c2a ) /(2∗d (2) ˆ2) ) ) ;
215 f 2 = exp(−((x1−c1b ) . ∗ ( x1−c1b ) /(2∗d (3) ˆ2)+(x2−c2b ) . ∗ ( x2−c2b ) /(2∗d (4) ˆ2) ) ) ;

f 3 = exp(−((x1−c1c ) . ∗ ( x1−c1c ) /(2∗d (5) ˆ2)+(x2−c2c ) . ∗ ( x2−c2c ) /(2∗d (6) ˆ2) ) ) ;
f 4 = exp(−((x1−c1d ) . ∗ ( x1−c1d ) /(2∗d (7) ˆ2)+(x2−c2d ) . ∗ ( x2−c2d ) /(2∗d (8) ˆ2) ) ) ;
f 5 = exp(−((x1−c1e ) . ∗ ( x1−c1e ) /(2∗d (9) ˆ2)+(x2−c2e ) . ∗ ( x2−c2e ) /(2∗d (10) ˆ2) ) ) ;
f 6 = exp(−((x1−c1 f ) . ∗ ( x1−c1 f ) /(2∗d (11) ˆ2)+(x2−c2 f ) . ∗ ( x2−c2 f ) /(2∗d (12) ˆ2) ) ) ;

220

[ zL , zC]= s ize ( y ) ;

% Regressores

Fi=[ f1 f 2 f 3 f 4 f 5 f 6 ones (1 , zL ) ’ ] ;Y=y ;

225

% Calcu lo dos novos pesos da camada de sa ida

W=pinv (G) ∗Y;

w1=W(1) ; w2=W(2) ; w3=W(3) ; w4=W(4) ; w5=W(5) ; w6=W(6) ; w0=W(7) ;

230

% Carrega os dados de t e s t e da rede

load DadosTeste ;

DadosFunc = DadosTeste ;

x1=DadosFunc ( : , 1 ) ; x2=DadosFunc ( : , 2 ) ; y=DadosFunc ( : , 3 ) ;

235

% Calcu la os v a l o r e s das funcoes de base r a d i a l ( a t i vacao ) para cada

amostra de t e s t e

f 1 = exp(−((x1−c1a ) . ∗ ( x1−c1a ) /(2∗d (1) ˆ2)+(x2−c2a ) . ∗ ( x2−c2a ) /(2∗d (2) ˆ2) ) ) ;
f 2 = exp(−((x1−c1b ) . ∗ ( x1−c1b ) /(2∗d (3) ˆ2)+(x2−c2b ) . ∗ ( x2−c2b ) /(2∗d (4) ˆ2) ) ) ;
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f 3 = exp(−((x1−c1c ) . ∗ ( x1−c1c ) /(2∗d (5) ˆ2)+(x2−c2c ) . ∗ ( x2−c2c ) /(2∗d (6) ˆ2) ) ) ;
240 f 4 = exp(−((x1−c1d ) . ∗ ( x1−c1d ) /(2∗d (7) ˆ2)+(x2−c2d ) . ∗ ( x2−c2d ) /(2∗d (8) ˆ2) ) ) ;

f 5 = exp(−((x1−c1e ) . ∗ ( x1−c1e ) /(2∗d (9) ˆ2)+(x2−c2e ) . ∗ ( x2−c2e ) /(2∗d (10) ˆ2) ) ) ;
f 6 = exp(−((x1−c1 f ) . ∗ ( x1−c1 f ) /(2∗d (11) ˆ2)+(x2−c2 f ) . ∗ ( x2−c2 f ) /(2∗d (12) ˆ2) ) ) ;

% Calcu la a sa ida da rede para cada amostra de t e s t e

245 ye = w0 + w1∗ f 1 + w2∗ f 2 + w3∗ f 3 +w4∗ f 4 + w5∗ f 5 + w6∗ f 6 ;

% Calcu lo do SEQ sobre o conjunto de t e s t e

er =y−ye ; eq=er .∗ er ;
seq = 0.5∗sum( eq ) ;

250 seqTeste ( t )=seq ;

end %fim fo r t =1:10

%##################Resul tado Fina l##################

255

%SEQ at rave s do procedimento prev io

s e q I n i c i a lT r e i n o

s e q I n i c i a lT e s t e

260 %SEQ at rave s do procedimento v ia PSO

seqFina lTre ino=mean( seqTre ino )

seqF ina lTes te=mean( seqTeste )

f i n a lPa s s o s = mean( numEpocas )

265 %Tempo medio de processamento do procedimento de ref inamento de parametros

tempoGasto = toc/10

Listagen A.4: Cálculo do fitness da part́ıcula

function f i t n e s s=r b f f i t n e s s (d , DadosFunc , DadosPar )

x1=DadosFunc ( : , 1 ) ; x2=DadosFunc ( : , 2 ) ; y=DadosFunc ( : , 3 ) ;

5 c1a=DadosPar (1 ) ; c2a=DadosPar (2 ) ; c1b=DadosPar (3 ) ; c2b=DadosPar (4 ) ;

c1c=DadosPar (5 ) ; c2c=DadosPar (6 ) ;

c1d=DadosPar (7 ) ; c2d=DadosPar (8 ) ; c1e=DadosPar (9 ) ; c2e=DadosPar (10) ;

c 1 f=DadosPar (11) ; c 2 f=DadosPar (12) ;

% Calcu la os v a l o r e s das funcoes de base r a d i a l ( a t i vacao ) para cada

amostra de treinamento

f 1 = exp(−((x1−c1a ) . ∗ ( x1−c1a ) /(2∗d (1) ˆ2)+(x2−c2a ) . ∗ ( x2−c2a ) /(2∗d (2) ˆ2) ) ) ;
10 f 2 = exp(−((x1−c1b ) . ∗ ( x1−c1b ) /(2∗d (3) ˆ2)+(x2−c2b ) . ∗ ( x2−c2b ) /(2∗d (4) ˆ2) ) ) ;
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f 3 = exp(−((x1−c1c ) . ∗ ( x1−c1c ) /(2∗d (5) ˆ2)+(x2−c2c ) . ∗ ( x2−c2c ) /(2∗d (6) ˆ2) ) ) ;
f 4 = exp(−((x1−c1d ) . ∗ ( x1−c1d ) /(2∗d (7) ˆ2)+(x2−c2d ) . ∗ ( x2−c2d ) /(2∗d (8) ˆ2) ) ) ;
f 5 = exp(−((x1−c1e ) . ∗ ( x1−c1e ) /(2∗d (9) ˆ2)+(x2−c2e ) . ∗ ( x2−c2e ) /(2∗d (10) ˆ2) ) ) ;
f 6 = exp(−((x1−c1 f ) . ∗ ( x1−c1 f ) /(2∗d (11) ˆ2)+(x2−c2 f ) . ∗ ( x2−c2 f ) /(2∗d (12) ˆ2) ) ) ;

15

[ zL zC]= s ize ( y ) ;

%Regressores

G=[ f1 f2 f3 f 4 f 5 f 6 ones (1 , zL ) ’ ] ;

20

% Calcu la os pesos da camada de sa ida da rede

W=pinv (G) ∗y ;

% Calcu la a sa ida da rede para cada amostra de treinamento

25 ye = G∗W;

%Calcu lo do f i t n e s s (SEQ)

er =y−ye ; eq=er .∗ er ;
f i t n e s s = 0 .5∗sum( eq ) ;


