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“Life’s but a walking shadow, a poor player
That struts and frets his hour upon the stage

And then is heard no more. It is a tale
Told by an idiot, full of sound and fury.”

(William Shakespeare)



Resumo
Trata-se neste trabalho trata da modelagem e identificação de sistemas dinâmicos não
lineares estáveis representáveis por modelos de Wiener por um estrutura formada por bases
de funções ortonormais generalizadas (Generalized Orthonormal Basis Functions - GOBF)
com funções internas e redes neurais com funções de base radial (Radial Basis Functions
- RBF). Os modelos GOBF com funções internas são capazes de representar dinâmicas
lineares intrincadas com uma parametrização que se vale apenas de valores reais, sejam
os polos do sistema a ser representado complexos e/ou reais. Com informações de entrada
e saída do sistema a ser identificado é possível obter um modelo GOBF-RBF inicial. Os
clusters que determinam os parâmetros inciais das RBFs (centros das funções gaussianas e
larguras ou spreads) são obtidos pelo método fuzzy C-means, o qual é inicializado com um
número de centros pré-determinado, obtido pela técnica subtractive clustering, garantindo
clusters com volume e densidade apropriados. São propostas duas técnicas para o ajuste
dos parâmetros da estrutura. A primeira delas se baseia em um método de otimização não
linear e os gradientes exatos da estrutura. Apresenta-se um procedimento para a obtenção
dos cálculos analíticos dos gradientes de saída do modelo GOBF-RBF em relação a seus
parâmetros (polos da base ortonormal, centros, larguras e pesos de saída da rede RBF). A
segunda proposta se vale de um método metaheurístico chamado otimização por enxame
de partículas com comportamento quântico. As metodologias são validadas com suas
aplicações em três diferentes sistemas não lineares associados a modelos de processos
práticos.

Palavras-chaves: Base de Funções Ortonormais Generalizadas. Sistemas Dinâmicos Não-
lineares. Identificação de Sistemas. Redes Neurais com Funções de Base Radial. Otimiza-
ção por enxame de partículas.



Abstract
This work aims the modeling and identication of stable nonlinear dynamic systems wich
can be represented by Wiener models in a structure composed by a ladder-structured
Generalized Orthonormal Basis Functions (GOBF) and Radial Basis Functions Networks
(RBF networks). Ladder-structured GOBF models are capable of represent complex dy-
namic systems through a parametrization in which only real values are used, been the
poles of that system real and/or complex. With input and output data of a given system
to be identified is possible to obtain a initial GOBF-RBF model, using clustering methods.
The clusters that define the initial RBF systems are obtained through a Fuzzy C-Means
clustering in combination with the subtractive clustering technique, which guarantee that
the clusters will have suitable volume and density. Two techniques for the parameters
adjustment are proposed. The first one relies on a nonlinear optimization method using
the analytical gradients of the output structure concerning its parameters (GOBF poles,
centers, standard deviations or spreads, and output weights). The second one uses a meta-
heuristic algorithm named particle swarm optimization. The methodologies are applied
to three different nonlinear dynamic systems.

Keywords: Generalized Orthonormal Basis Functions. Nonlinear Dynamic Systems. Sys-
tem Idetification. Radial Basis Function Neural Network, Particle Swarm Optimization.
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1 Introdução

A base da ciência é, em sua essência, a observação e a medição. Baseados em obser-
vações, os cientistas formulam teorias sobre os problemas estudados. Com essas teorias,
desenvolvem experimentos para enfim comprová-las, modificá-las ou, em alguns casos,
refutá-las. De forma semelhante pode-se exaltar a importância do desenvolvimento de
modelos, pois como importante ramo da ciência, são o resultado da observação, medição
e experimentação com a finalidade de obter-se uma representação semântica ou matemá-
tica que descreva um comportamento ou fenômeno real. Assim, um modelo representa os
aspectos essenciais de um sistema existente (ou a ser construído), o qual agrega conheci-
mentos a cerca desse sistema de forma utilizável (EYKHOFF, 1974).

Em engenharia, a obtenção de modelos que representem processos com determi-
nada exatidão são necessários na análise e projeto desses. Técnicas de projeto de contro-
ladores, previsão de séries temporais e otimização de sistemas são baseadas em modelos
de processos, e os resultados dessas soluções está intimamente ligada a uma boa repre-
sentação de tais sistemas. Os recursos computacionais atualmente disponíveis permitem a
análise de sistemas complexos, possibilitando a elaboração de modelos matemáticos efici-
entes e técnicas de controle que atendam a especificações mais rígidas, garantindo melhor
desempenho dos processos associados.

1.1 Modelagem de Sistemas Lineares por Bases de Funções Orto-
normais
Aborda-se neste trabalho a modelagem de sistemas dinâmicos por funções ortonor-

mais que formem uma base completa no espaço Lebesgue 𝐿2[0,∞). Bases de funções orto-
normais (Orthonormal Basis Functions - OBF) têm sido utilizadas com sucesso para mo-
delar e controlar sistemas dinâmicos (WAHLBERG, 1991; DUMONT; FU, 1993; WAHL-
BERG, 1994; HOF; HEUBERGER; BOKOR, 1995; CAMPELLO; AMARAL, 2002; MA-
CHADO, 2007; MACHADO, 2011; MACHADO; CAMPELLO; AMARAL, 2013). Esses
modelos apresentam características vantajosas para a representação de sistemas dinâmi-
cos, como por exemplo: não é necessário conhecer a priori a estrutura exata do vetor de
regressão das informações numéricas do sistema em questão; aumenta-se a capacidade
de representação do modelo simplesmente aumentando-se a ordem do mesmo; tolerância
a dinâmicas não modeladas; ausência de realimentação de saída, evitando a propagação
de erros de estimação (NELLES, 2001); garantia de que a representação de um sistema
estável também o será (HEUBERGER; HOF; WAHLBERG, 2005).
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Uma base de funções ortonormais pode ser definida de maneira arbitrária através
da seleção dos seus polos, devido a sua completude. Porém, caso esses sejam selecionados
próximos aos polos do sistema a ser modelado, obtém-se uma modelagem com menos
funções na base (HEUBERGER; HOF; WAHLBERG, 2005). As bases mais comuns são
as de Laguerre, de Kautz e Generalizada.

As bases de Laguerre são mais apropriadas para a modelagem de sistemas com
polos reais ou com parte complexa de valor reduzido, as de Kautz, devido a sua constru-
ção baseada em polos complexos conjugados, necessita de um número menor de funções
para representar sistemas oscilatórios. Quando a dinâmica do sistema em questão é muito
intrincada, com múltiplos modos dominantes, opta-se pelas bases de funções ortonormais
generalizadas (Generalized Orthonormal Basis Functions - GOBF), uma vez que estas
podem representar vários polos distintos. Essa última é obtida a partir da conexão de
𝑛 filtros all-pass de 𝑛𝑏-ésima ordem (cada filtro possui 𝑛𝑏 polos, distintos ou não, re-
ais ou complexos). Uma estrutura de especial interesse neste trabalho são as chamadas
GOBF com funções internas de estrutura ladder, sendo essas parametrizadas apenas por
parâmetros reais, independente da natureza dos polos das funções internas.

1.2 Modelagem de Sistemas Dinâmicos Não Lineares
Há alguns anos, a modelagem de sistemas dinâmicos não lineares se caracteri-

zava por um conjunto de soluções especificas e restritas para os problemas em estudo. O
advento das tecnologias com redes neurais, modelos fuzzy e técnicas de otimização siste-
matizadas para propostas de estruturas mais modernas, nos permite tratar o problema
de identificação de sistemas não lineares de uma maneira muito mais abrangente, mas
sempre tendo em vista que a única característica comum entre essa classe é sua unicidade
(NELLES, 2001).

Bases de funções ortonormais podem ser utilizadas para representar sistemas di-
nâmicos estáveis lineares ou não (MACHADO, 2011; MACHADO, 2007; CAMPELLO;
FAVIER; AMARAL, 2003; ROSA, 2009), assemelhando-se a estrutura de regressores dos
modelos NFIR (Nonlinear Finite Impulse Response), contudo sem as desvantagem do
enorme número de regressores, o que reflete em um número menor de parâmetros a serem
estimados. São ainda muito mais robustas a dinâmicas não modeladas e a estimações
pouco precisas do atraso de transporte do sistema (AGUIRRE, 2007a). Tendo essas ca-
racterísticas em vista, adiciona-se à estrutura das GOBFs os modelos neurais baseados
em funções de base radial, a fim de obter-se um modelo GOBF-RBF para a representação
de sistemas dinâmicos não lineares.

O conceito de redes com funções de base radial (radial basis function - RBF)
foi criado por Broomhead e Lowe (1988). Estudos subsequentes foram realizados sobre
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sua capacidade de interpolação e aproximação (FREEMAN; SAAD, 1995; LOWE, 1989).
Esse tipo de estrutura, diferente de uma rede MLP (Multilayer Perceptron), se vale de
uma estrutura radial, o que a concede uma capacidade de interpretação melhor frente as
redes com múltiplas camadas, bem como novos e mais rápidos métodos de treinamento
(HAYKIN, 1999; NELLES, 2001).

O procedimento básico proposto nesta tese para modelagem de sistemas não line-
ares está exemplificado a seguir: para a obtenção dos modelos GOBF-RBF primeiramente
escolhe-se o número e os valores dos parâmetros 𝛾, que definem os polos do modelo GOBF,
de maneira aleatória ou com base em algum conhecimento prévio do modelo a ser iden-
tificado. A partir dos dados de saída dos filtros das GOBF anteriormente especificadas
e a resposta desejada do modelo, aplica-se a técnica de agrupamento Fuzzy C-Means
(BEZDEK, 1980) em conjunto com o Subtractive Clustering (CHIU, 1994b) a fim de se
predeterminar o número de clusters a serem caracterizados e seus valores centrais.

Com esses agrupamentos é possível então obter os centros e desvios-padrão das
RBFs e, aplicando-se o método dos mínimos quadrados, os valores dos pesos de saída des-
sas. Definido o modelo inicial, pode-se então aplicar um processo de otimização não linear
no ajuste dos polos (parâmetros 𝛾) das GOBF, dos centros, das dispersões ou desvios-
padrão e dos pesos de saída das redes RBF. Para tanto, são calculados os gradientes exatos
da saída com relação aos parâmetros de interesse. Esses gradientes fornecem a direção de
busca para os valores ótimos dos parâmetros. São desenvolvidos os cálculos analíticos dos
gradientes para a função de saída do modelo GOBF-RBF.

Uma segunda proposta para a obtenção dos parâmetros refinados da estrutura
GOBF-RBF em estudo, se dá pelo uso de um algoritmo metaheurístico de otimização
chamado de Particle Swarm Optimization (PSO) (KENNEDY; EBERHART, 1995). O
PSO e suas variantes, tem sido utilizado com sucesso no treinamento de redes neurais com
funções de base radial (TSEKOURAS; TSIMIKAS, 2013; CHEN; QIN, 2006; ZHAO et
al., 2014). Entre suas variações de maior sucesso, ressalta-se o quantum-behaved particle
swarm optimization (QPSO) (SUN; FENG; XU, 2004). Destacando seu bom desempenho
na localização de mínimos em funções multimodais, uma vez que suas partículas não apre-
sentam o comportamento newtoniano do PSO convencional, mas baseia-se no princípio
da incerteza, aumentando sua capacidade de busca (SUN; LAI; WU, 2012).

1.3 Organização do Trabalho
O trabalho está organizado da seguinte maneira:

∙ Capítulo 2 - Modelagem de Sistemas Dinâmicos Lineares por Bases de
Funções Ortonormais - O capítulo 2 apresenta a modelagem de sistemas dinâ-



Capítulo 1. Introdução 18

micos por meio das bases de funções ortonormais, mostrando suas características
e vantagens frente a outros métodos. Apresentam-se as principais bases de funções
ortonormais utilizadas na modelagem de sistemas, Laguerre, Kautz e as bases de
funções generalizadas com funções internas de estrutura ladder. Estas últimas são
de especial interesse no trabalho aqui apresentado, devido a suas características van-
tajosas frente às outras abordagens, entre elas a possibilidade de se trabalhar com
polos complexos ou não representados apenas por parâmetros reais;

∙ Capítulo 3 - Modelagem de Sistemas Dinâmicos Não Lineares por Bases
de Funções Ortonormais - No capítulo 3 apresenta-se a proposta de modelagem
de sistemas dinâmicos não lineares por base de funções ortonormais generalizadas
com redes neurais com funções de base radial. Uma técnica de agrupamento fuzzy é
empregada para determinação dos modelos iniciais juntamente com a determinação
prévia do número de clusters pelo método subtractive-clustering. Utiliza-se então
algoritmos de otimização não linear baseados no cálculo analítico dos gradientes
dos modelos com relação a seus parâmetros, realizando um ajuste fino no modelo,
otimizando os polos das GOBF, os centros, larguras (dispersões ou spreads) e pesos
de saída das redes RBF. Uma segunda proposta para a realização do ajuste fino do
modelo é apresentada utilizando técnicas baseadas no enxame de partículas (PSO);

∙ Capítulo 4 - Resultados - No capítulo 4 são apresentados exemplos de modelagem
de sistemas não lineares empregando-se as metodologias propostas (otimização não
linear e por enxame de partículas), bem como uma análise do efeito da inicialização
dos polos sobre a metodologia envolvendo a otimização não linear;

∙ Capítulo 5 - Conclusão No capítulo 5 são apresentadas as conclusões e contri-
buições do trabalho realizado e perspectivas de trabalhos futuros.
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2 Modelagem de Sistemas Dinâmicos Linea-
res por Bases de Funções Ortonormais

2.1 Introdução
A representação matemática de sistemas dinâmicos é importante em várias áreas

da ciência e tecnologia. Modelos para análise, otimização, simulação e controle de siste-
mas dinâmicos requerem exatidão e processos de identificação eficientes. Uma abordagem
de particular relevância é a modelagem de sistemas dinâmicos usando base de funções
ortonormais (Orthonormal Basis Functions - OBF) (SCHETZEN, 1980; OLIVEIRA et
al., 2000; HEUBERGER; HOF; WAHLBERG, 2005). As funções ortonormais mais utili-
zadas são as de Laguerre e de Kautz (BOKOR; SCHIPP, 1998; WAHLBERG; MAKILA,
1996; BROOME, 1965), as quais são mais apropriadas para representar sistemas com di-
nâmicas dominantes de primeira ou segunda ordem. Sistemas complexos e de dinâmicas
complexas são modelados usando as Bases de Funções Ortonormais Generalizadas (Ge-
neralized Orthonormal Basis Functions - GOBF) (HEUBERGER; HOF; WAHLBERG,
2005; HOF; HEUBERGER; BOKOR, 1995; NINNESS; GUSTAFSSON, 1997), ao custo
de uma parametrização mais complexa. O modelo de GOBF aqui analisado apresenta
vantagens sobre outras funções ortonormais, uma vez que apenas parâmetros reais são
utilizados na sua representação, independente dos polos serem reais ou complexos, per-
mitindo a representação de sistemas com vários modos dominantes e/ou ordem elevada
por modelos mais simples, sem necessidade de especificar as características dinâmicas dos
polos a priori.

Modelos formados por bases de funções ortonormais apresentam vantagens como,
por exemplo, a possibilidade de incorporar conhecimentos prévios sobre as dinâmicas
dominantes do sistema a ser modelado (NINNESS; GUSTAFSSON, 1997). A inclusão
dessas informações pode reduzir e simplificar os problemas de identificação e controle
associados ao sistema. Modelos baseados em funções ortonormais exibem tolerância a
dinâmicas não modeladas e são menos sensíveis aos parâmetros estimados (NELLES,
2001).

Outro ponto a se evidenciar é o fato de modelos OBF não envolverem realimentação
da saída, assim, erros de predição não são propagados no modelo, o que, em geral, resulta
em representações mais exatas (NELLES, 2001). Devido à completude da base, também
é possível aumentar a sua exatidão simplesmente aumentando o número de funções na
base (HEUBERGER; HOF; WAHLBERG, 2005).

Os parâmetros dos modelos relacionados às bases ortonormais são os polos das
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funções ortonormais e os coeficientes da expansão das séries dessas funções. Os valores
dos coeficientes da expansão dependem da escolha dos polos, sendo esses polos parâmetros
de escolha livre e sua correta seleção correspoende a um passo importante no processo de
identificação de modelos OBF. Quando os polos são selecionados de maneira adequada,
a velocidade de convergência da série ortonormal pode aumentar consideravelmente, per-
mitindo reduções de sua ordem sem afetar a exatidão (HOF; HEUBERGER; BOKOR,
1995). Na verdade, caso os polos da base sejam selecionados próximos aos polos domi-
nantes do sistema, uma aproximação precisa pode ser obtida com poucos coeficientes. A
seleção desses polos pode ser feita manualmente pelo projetista baseando-se em conheci-
mentos prévios sobre o sistema ou de maneira automática a partir dos dados de entrada
e saída e algum método de otimização (HEUBERGER; HOF; WAHLBERG, 2005; NEL-
LES, 2001).

Em (MACHADO; CAMPELLO; AMARAL, 2013), uma metodologia baseada na
informação do gradiente foi utilizada para otimizar e identificar os parâmetros dos mo-
delos das OBF. No entanto, apesar de identificar os parâmetros dos modelos OBFs com
exatidão, é necessário determinar o número de polos e funções da base previamente. Em
(MACHADO, 2014), uma metodologia para determinar os parâmetros da GOBF, bem
como o número de funções da base utilizando algoritmos genéticos foi proposta.

2.2 Bases de Funções Ortonormais
Modelos por bases de funções ortonormais (OBF) podem ser vistos como uma

generalização dos modelos FIR, sendo estes um tipo especial de modelo OBF (NELLES,
2001). Pode-se escrever um modelo FIR por

𝑦(𝑘) = 𝑔1𝑧
−1𝑢(𝑘) + 𝑔2𝑧

−2𝑢(𝑘) + · · · + 𝑔𝑖𝑧
−𝑖𝑢(𝑘) + 𝑣(𝑘) (2.1)

na qual, 𝑦(𝑘) é a saída do filtro, 𝑢(𝑘) a entrada e 𝑣(𝑘) o ruído branco. Logo, a saída
desse modelo pode ser vista como uma combinação linear da entrada 𝑢(𝑘) associada com
suas amostras anteriores simbolizadas por 𝑧−1, 𝑧−2, . . . , 𝑧𝑚, sendo que todos esses termos
possuem polos localizados no centro do circulo unitário. Como a resposta ao impulso de
todos esses termos são ortonormais, diz-se que eles formam uma base ortonormal.

Dois sinais discretos 𝑢1(𝑘) e 𝑢2(𝑘) são ditos ortogonais se (NELLES, 2001):

∞∑︁
𝑘=−∞

𝑢1(𝑘)𝑢2(𝑘) = 0 (2.2)
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∞∑︁
𝑘=−∞

𝑢1(𝑘)2 = 𝑐𝑜𝑛𝑠𝑡𝑎𝑛𝑡𝑒 𝑒
∞∑︁

𝑘=−∞
𝑢2(𝑘)2 = 𝑐𝑜𝑛𝑠𝑡𝑎𝑛𝑡𝑒 (2.3)

Dois sinais discretos 𝑢1(𝑘) e 𝑢2(𝑘) são ditos ortonormais se:

∞∑︁
𝑘=−∞

𝑢1(𝑘)𝑢2(𝑘) = 0 (2.4)

∞∑︁
𝑘=−∞

𝑢1(𝑘)2 = 1 𝑒
∞∑︁

𝑘=−∞
𝑢2(𝑘)2 = 1. (2.5)

É sabido que a ordem de modelos FIR para a representação de alguns sistemas
deve ser alta (NELLES, 2001). Isso se explica sob a óptica das OBFs, uma vez que as
funções da base FIR nada mais são que impulsos defasados, o que pode resultar em uma
representação não muito realista da saída esperada. Se uma outra função de base que
respeite as definições dadas anteriormente sobre ortonormalidade for escolhida, é possível
representar sistemas com um número reduzido de funções de base. Assim, partindo do
modelo FIR pode-se substituir os termos triviais 𝑧−𝑖 por filtros mais generalizados e
complexos 𝜑. O modelo OBF pode ser dado por

𝑦(𝑘) = 𝑔1𝜑1(𝑧)𝑢(𝑘) + 𝑔2𝜑2(𝑧)𝑢(𝑘) + · · · + 𝑔𝑖𝜑𝑖(𝑧)𝑢(𝑘) + 𝑣(𝑘). (2.6)

Assim, a resposta impulsiva do processo, ℎ(𝑗), pode ser modelada através de uma
série de funções ortonormais:

ℎ(𝑗) =
∞∑︁

𝑖=1
𝑔𝑖𝜑𝑖(𝑗). (2.7)

A resposta ao impulso ℎ(𝑗) de um sistema dinâmico linear para uma aproximação
com 𝑛𝑓 funções ortonormais pode ser dada como:

𝑦(𝑘) =
∞∑︀

𝑗=0
ℎ(𝑗)𝑢(𝑘 − 𝑗)

=
∞∑︀

𝑗=0

𝑛𝑓∑︀
𝑖=1

𝑔𝑖𝜑𝑖(𝑗)𝑢(𝑘 − 𝑗)

=
𝑛𝑓∑︀
𝑖=1

𝑔𝑖

∞∑︀
𝑗=0

𝜑𝑖(𝑗)𝑢(𝑘 − 𝑗).

Representando a equação (2.6) de maneira compacta:

𝑦(𝑘) =
𝑛𝑓∑︁
𝑖=1

𝑔𝑖𝜓𝑖(𝑘), (2.8)
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na qual 𝜓𝑖(𝑘) representa a convolução da entrada 𝑢(𝑘) com a 𝑖-ésima função ortonormal
𝜑𝑖 no instante 𝑘.

As OBFs são bases completas no espaço de funções quadraticamente somáveis no
intervalo [0,∞), sendo que suas funções possuem a capacidade de aproximar com exatidão
arbitraria, através de uma combinação linear de finitas funções da base, qualquer função
linear no espaço de Lebesgue (HEUBERGER; HOF; WAHLBERG, 2005; CAMPELLO;
OLIVEIRA; AMARAL, 2007).

A representação de sistemas dinâmicos lineares e estáveis por modelos baseados
em OBFs apresentam vantagens quando comparados a outros tipos de modelagem:

∙ É garantido que a representação de um sistema estável também será estável;

∙ Um aumento no número de funções do modelo acarreta em um consequente aumento
na capacidade de aproximação, o que pode ser feito adaptativamente;

∙ A utilização de OBFs com polos próximos aos polos dominantes do sistema que ela
representa acarreta em uma quantidade menor de termos que em um modelo FIR
para uma mesma exatidão;

∙ Ausência de realimentação de saída, o que evita a propagação de erros na predição
de modelos e, consequentemente, sistemas mais exatos;

∙ Não requer a determinação prévia da ordem do modelo nem do seu atraso de trans-
porte, eliminando a etapa de determinação de regressores;

∙ Modelos baseados em OBF apresentam tolerância à dinâmicas não modeladas e
sensibilidade reduzida à dinâmicas não dominantes;

∙ Capacidade de lidar de forma robusta com atrasos de transporte;

∙ Desacoplamento natural das saídas em sistemas multivariáveis.

A modelagem por base de funções ortonormais admite a representação do modelo
em espaço de estados. Dado um conjunto de polos é possível representar o sistema por⎡⎣ 𝑥(𝑘 + 1)

𝑦(𝑘)

⎤⎦ =
⎡⎣ 𝐴 𝐵

𝐶 𝐷

⎤⎦⎡⎣ 𝑥(𝑘)
𝑢(𝑘)

⎤⎦ . (2.9)

O modelo apresentado na equação (2.8) pode ser representado no espaço de estados
como:

Ψ(𝑘 + 1) = 𝐴𝑓Ψ(𝑘) +𝐵𝑓𝑢(𝑘)
𝑦(𝑘) = 𝐶𝑓Ψ(𝑘)

(2.10)
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na qual as matrizes 𝐴𝑓 e 𝐵𝑓 dependem dos parâmetros do modelo, 𝐶𝑓 representa os termos
da expansão em série da saída das funções ortonormais e Ψ(𝑘) = [𝜓1(𝑘) . . . 𝜓𝑛𝑓

(𝑘)]𝑇 é o
vetor de estados ortonormais de ordem 𝑛𝑓 , sendo que são coincidentes com as saídas dos
filtros correspondentes às funções ortonormais de ordem equivalente. Caso desejado, este
modelo pode incluir a parte estática que modela a saída do sistema a ser modelado.

Existem diferentes possibilidades na escolha dos filtros, porém três são as mais usu-
ais. Os filtros utilizando funções de Laguerre permitem incorporar a dinâmica de sistemas
com um polo real para processos de comportamento aperiódicos. Os filtros de Kautz in-
corporam a dinâmica de processos com comportamentos oscilatórios apresentando um par
de polos complexos conjugados. Por fim, as bases de funções ortonormais generalizadas
(GOBF), que incluem os filtros de Laguerre e Kautz como casos especiais, permitem um
número arbitrário de polos reais e/ou complexos conjugados.

A base de Laguerre é dada por:

Φ𝑖(𝑧) =
√

1 − 𝑝2

𝑧 − 𝑝

(︃
1 − 𝑝𝑧

𝑧 − 𝑝

)︃𝑖−1

, 𝑖 = 1, 2, . . . (2.11)

sendo que 𝑝 = {𝑝 : 𝑝 ∈ R e |𝑝| < 1} é o polo que parametriza as funções ortonormais e
𝑖 a ordem da função. Como pode-se notar por (2.11), os modelos de Laguerre de ordem
𝑖 podem ser escritos como modelos em cascatas de ordem 𝑖 − 1, conforme ilustrado na
Figura 1.

Figura 1 – Representação em blocos das Funções de Laguerre.

Pode-se representar os modelos de Laguerre de acordo com (2.10), sendo as ma-
trizes 𝐴𝑓 , 𝐵𝑓 e 𝐶𝑓 dadas por
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𝐴𝑓 =

⎡⎢⎢⎢⎢⎢⎢⎢⎢⎢⎢⎣

𝑝 0 0 . . . 0
1 − 𝑝2 𝑝 0 . . . 0

(−𝑝)(1 − 𝑝2) 1 − 𝑝2 𝑝 . . . 0
... ... ... . . . ...

(−𝑝)𝑛𝑓 −2(1 − 𝑝2) (−𝑝)𝑛𝑓 −3(1 − 𝑝2) . . . 𝑝

⎤⎥⎥⎥⎥⎥⎥⎥⎥⎥⎥⎦
(2.12)

𝐵𝑓 =
√︁

1 − 𝑝2
[︁

1 −𝑝 (−𝑝)2 · · · (−𝑝)𝑛𝑓 −1
]︁

(2.13)

na qual 𝑝 é o polo de Laguerre, 𝑛𝑓 é o número de filtros de Laguerre. E 𝑔𝑖, na Figura 1,
são os coeficientes da expansão da série.

As funções de Kautz (WAHLBERG, 1994) são parametrizadas pelo par de polos
conjugados 𝛽 = 𝛼± 𝑗𝜐 segundo a equação (2.14).

Φ2𝑖−1(𝑧) =
√

(1−𝑐2)(𝑧−𝑏)
𝑧2+𝑏(𝑐−1)𝑧−𝑐

(︂
−𝑐𝑧2+𝑏(𝑐−1)𝑧+1

𝑧2+𝑏(𝑐−1)𝑧−𝑐

)︂𝑖−1

Φ2𝑖(𝑧) =
√

(1−𝑏2)(1−𝑐2)
𝑧2+𝑏(𝑐−1)𝑧−𝑐

(︂
−𝑐𝑧2+𝑏(𝑐−1)𝑧+1

𝑧2+𝑏(𝑐−1)𝑧−𝑐

)︂𝑖−1
(2.14)

na qual
𝑏 = (𝛽 + 𝛽*)/(1 − 𝛽𝛽*) e 𝑐 = −𝛽𝛽*

sendo 0 < 𝑏 < 1 e −1 < 𝑐 < 0. As funções de Kautz podem ser representadas de forma
recursiva, como apresentado na Figura 2.

A descrição na forma de espaço de estados de Kautz foi desenvolvida por Mbarek,
Messaoud e Favier (2003) e é dada por

Ψ(𝑘 + 1) = 𝐴1Ψ(𝑘) + 𝐴2Ψ(𝑘 − 1) +𝐵𝑈2(𝑘 + 1)
𝑦(𝑘) = 𝐶Ψ(𝑘 + 1)

(2.15)

na qual
𝑈2(𝑘 + 1) =

[︁
𝑢(𝑘) 𝑢(𝑘 + 1)

]︁𝑇

𝐴1 =

⎡⎢⎢⎢⎢⎢⎢⎢⎣
𝛼1,1 0 . . . 0
𝛼2,1 𝛼2,2 . . . 0

... ... . . . ...
𝛼𝑛𝑓 ,1 𝛼𝑛𝑓 ,2 . . . 𝛼𝑛𝑓 ,𝑛𝑓

⎤⎥⎥⎥⎥⎥⎥⎥⎦
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Figura 2 – Representação em blocos das Funções de Kautz.

𝐴2 =

⎡⎢⎢⎢⎢⎢⎢⎢⎣
𝛽1,1 0 . . . 0
𝛽2,1 𝛽2,2 . . . 0

... ... . . . ...
𝛽𝑛𝑓 ,1 𝛽𝑛𝑓 ,2 . . . 𝛽𝑛𝑓 ,𝑛𝑓

⎤⎥⎥⎥⎥⎥⎥⎥⎦

𝐵 =
√

1 − 𝑐2

⎡⎢⎢⎢⎢⎢⎢⎢⎣
𝜎1,1 𝜎1,2

𝜎2,1 𝜎2,2
... ...

𝜎𝑛𝑓 ,1 𝜎𝑛𝑓 ,2

⎤⎥⎥⎥⎥⎥⎥⎥⎦

𝐶 =
[︁
𝑔1 𝑔2 . . . 𝑔𝑛𝑓

]︁
Os elementos da matriz 𝐴1 são definidos da seguinte maneira:

∙ Se 𝑖 = 1
𝛼1,1 = −𝑏(𝑐− 1)
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∙ Se 𝑖 > 1
𝛼𝑖,𝑖 = −𝑏(𝑐− 1)
𝛼𝑖,(𝑖−2) = −𝑐𝛼𝑖,𝑖 + 𝑏(𝑐− 1)
...
𝛼𝑖,𝑗 = −𝑐𝛼𝑖,(𝑗+2)
...
𝛼𝑖,1 = −𝑐𝛼𝑖,3.

Os elementos da matriz 𝐴2 são definidos da seguinte maneira:

∙ Se 𝑖 = 1
𝛽1,1 = 𝑐

∙ Se 𝑖 > 1
𝛽𝑖,𝑖 = 𝑐

𝛽𝑖,(𝑖−2) = −𝑐𝛽𝑖,𝑖 + 1
...
𝛽𝑖,𝑗 = −𝑐𝛽𝑖,(𝑗+2)
...
𝛽𝑖,1 = −𝑐𝛽𝑖,3.

Os elementos da matriz 𝐵 são definidos da seguinte maneira:

𝜎𝑖,1 = (−𝑐)(
𝑖−1

2 )(−𝑏), para 𝑖 = 1, . . . , 𝑛𝑓.

𝜎𝑖,1 = (−𝑐)(
𝑖−1

2 ), para 𝑖 = 1, . . . , 𝑛𝑓.

Quando o sistema a ser modelado necessitar de mais que dois polos distintos para
ser representado com exatidão, deve-se utilizar modelos por base de funções ortonormais
generalizadas nas quais as funções ortonormais podem apresentar 𝑛𝑏 polos distintos.

2.3 Base de Funções Ortonormais Generalizadas - GOBFs
A classe das funções ortonormais generalizadas é obtida pela conexão de 𝑛 filtros

all-pass de 𝑛𝑏-ésima ordem. Cada filtro terá 𝑛𝑏 polos distintos ou não, reais ou complexos
(HEUBERGER; HOF; WAHLBERG, 2005; NINNESS; GUSTAFSSON, 1997). A Figura 3
apresenta a estrutura em blocos de um modelo GOBF, no qual os blocos representados por
𝐺𝑏 são as funções ortonormais que compõem a base e 𝐶𝑇

𝑛 (com 𝑖 = 1, ..., 𝑛), denotando os
correspondentes subvetores dos coeficientes da expansão, os quais são os pesos das saídas
dos filtros antes de se somarem e formarem a saída final 𝑦(𝑘) do modelo.
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Figura 3 – Representação em blocos de um modelo GOBF.

Um caso especial de GOBF corresponde em conectar diferentes filtros all-pass de
primeira e segunda ordem, no qual cada filtro pode apresentar polo(s) distinto(s). Essas
funções são também conhecidas por funções de Takenaka-Malmquist (HEUBERGER;
HOF; WAHLBERG, 2005), dadas por

𝐹𝑘(𝑧) =

√︁
1 − |𝜉𝜅|2

𝑧 − 𝜉𝜅

𝜅−1∏︁
𝑖=1

[︃
1 − 𝜉*

𝑖 𝑧

𝑧 − 𝜉𝑖

]︃
(2.16)

em que 𝜉𝑖, 𝑖 = 1, ..., 𝜅 denotam os polos do modelo GOBF. Contudo, este tipo de modela-
gem apresenta algumas complicações, principalmente quando as características dinâmicas
do sistema a ser modelado são desconhecidas, entre elas:

∙ A parametrização não é única, já que qualquer permutação de polos resultará em
modelos idênticos;

∙ É necessário especificar a priori quantos serão os polos reais e os polos complexos
conjugados;

∙ A saída dos filtros com polos complexos é um valor complexo, contudo esse contexto
pode ser contornada com uma transformação proposta por Ninness e Gustafsson
(1997);

∙ Para a determinação dos parâmetros no caso de par de polos complexos conjugados
(partes reais e imaginárias), os parâmetros são interdependentes, uma vez que os
polos devem estar dentro do círculo unitário (HEUBERGER; HOF; WAHLBERG,
2005).

Felizmente, existe outra parametrização que não apresenta as complicações descri-
tas acima. Esta representação é conhecida como base de funções ortonormais com funções
internas, na qual as funções de Laguerre e de Kautz são casos especiais (HEUBERGER;
HOF; WAHLBERG, 2005).
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2.3.1 Funções Internas

Uma função de transferência racional 𝐻(𝑧) é dita “interna” caso seja estável e
satisfaça a equação (2.17), sendo assim um filtro all-pass.

𝐻(𝑧)𝐻(1/𝑧) = 1 (2.17)

Os blocos all-pass mais simples são:

∙ Filtros all-pass de primeira ordem com função de transferência

𝐻𝑖(𝑧) = 𝑧 − 𝑎𝑖

1 − 𝑎𝑖𝑧
, − 1 < 𝑎𝑖 < 1, (2.18)

com realização ortonormal no espaço de estados dada por
⎡⎣ 𝐴𝑖 𝐵𝑖

𝐶𝑖 𝐷𝑖

⎤⎦ =

⎡⎢⎣ 𝑎𝑖

√︁
1 − 𝑎2

𝑖√︁
1 − 𝑎2

𝑖 −𝑎𝑖

⎤⎥⎦ . (2.19)

Esta representação de modelos com polo real é equivalente à representação com
funções de Laguerre.

∙ Filtros all-pass de segunda ordem com função de transferência

𝐻𝑖(𝑧) = −𝑐𝑗𝑧
2 + 𝑏𝑗(𝑐𝑗 − 1)𝑧 + 1

𝑧2 + 𝑏𝑗(𝑐𝑗 − 1)𝑧 − 𝑐𝑗

, −1 < 𝑏𝑗 < 1, −1 < 𝑐𝑗 < 1, (2.20)

com realização ortonormal no espaço de estados dada por

⎡⎣ 𝐴𝑗 𝐵𝑗

𝐶𝑗 𝐷𝑗

⎤⎦ =

⎡⎢⎢⎢⎢⎢⎣
𝑏𝑗 𝑏𝑗

√︁
1 − 𝑏2

𝑗

√︂
1 − 𝑏2

𝑗

√︁
1 − 𝑐2

𝑗√︁
1 − 𝑏2

𝑗 −𝑏𝑗𝑐𝑗 −𝑏𝑗

√︁
1 − 𝑐2

𝑗

0
√︁

1 − 𝑐2
𝑗 −𝑐𝑗

⎤⎥⎥⎥⎥⎥⎦ . (2.21)

Sendo que esta realização não é única. Esta representação de modelos dois polos
reais é equivalente à representação com funções de Kautz.

∙ Uma seção de filtros all-pass com polo na origem e duas entradas e duas saídas

⎡⎣ 𝐴𝑗 𝐵𝑗

𝐶𝑗 𝐷𝑗

⎤⎦ =

⎡⎢⎢⎢⎢⎣
0 0 1√︁

1 − 𝛾2
𝑗 −𝛾𝑗 0

𝛾𝑗

√︁
1 − 𝛾2

𝑗 −0

⎤⎥⎥⎥⎥⎦ (2.22)

na qual −1 < 𝛾𝑗 < 1.
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A conexão em cascata de 𝑛𝑏 funções internas de primeira ordem gera outras funções
internas de ordem 𝑛𝑏 (HEUBERGER; HOF; WAHLBERG, 2005), mas quando envolvem
polos complexos conjugados seus parâmetros geralmente se tornam complexos ou reque-
rem alguma transformação para que se tornem reais. Para evitar essas transformações
utiliza-se a última função interna apresentada anteriormente, esta representação para
modelos GOBF garante que os polos sejam parametrizados sempre por parâmetros reais
independente da natureza dos polos. Esta representação foi proposta originalmente por
Gray e Markel (1975), considerando inicialmente como uma realização em espaço de es-
tados para uma função interna com somente um polo com duas entradas e duas saídas
cujo modelo em estado pode ser reescrito por (HEUBERGER; HOF; WAHLBERG, 2005;
GRAY; MARKEL, 1975)

⎡⎢⎢⎢⎣
𝜓𝑖(𝑘 + 1)
𝑦1(𝑘)
𝑦2(𝑘)

⎤⎥⎥⎥⎦ =

⎡⎢⎢⎢⎢⎣
0 0 1

√
1 − 𝛾2 −𝛾 0
𝛾

√
1 − 𝛾2 0

⎤⎥⎥⎥⎥⎦
⎡⎢⎢⎢⎣
𝜓𝑖(𝑘)
𝑢1(𝑘)
𝑢2(𝑘)

⎤⎥⎥⎥⎦ (2.23)

com −1 < 𝛾 < 1. O modelo (2.23) pode ser representado através do diagrama de blocos
da Figura 4.

𝑦2(𝑘) 

𝑦1(𝑘) 𝑢2(𝑘) 

𝑢1(𝑘)  1− 𝛾2 

 1− 𝛾2 

𝛾 𝛾 

𝑧−1 

+
+

+

-

i

Figura 4 – Representação em blocos da estrutura interna parametrizada por 𝛾.

Essa representação é derivada do modelo dado por (2.22), uma vez que a conexão
da saída 𝑦2(𝑘) com a entrada 𝑢2(𝑘) as torna equivalentes. Esta estrutura favorece a conexão
em cascata das funções de primeira ordem e fornece uma metodologia para obtenção de
modelos GOBF parametrizados apenas por parâmetros reais (GRAY; MARKEL, 1975;
HEUBERGER; HOF; WAHLBERG, 2005).

Esta estrutura é normalizada, gerando uma base ortonormal. Bases com somente
um parâmetro 𝛾 são equivalentes às bases com funções de Laguerre e bases com dois pa-
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râmetros são equivalentes às bases com funções de Kautz (HEUBERGER; HOF; WAHL-
BERG, 2005). A ligação dos 𝑛𝑏 blocos com distintos parâmetros 𝛾𝑏 forma uma base
ortonormal generalizada com 𝑛𝑏 polos, que podem ou não serem distintos, e se dá através
da estrutura apresentada na Figura 5.
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Figura 5 – Representação em blocos das funções da base de uma GOBF.

As estruturas GOBF são constituídas, como mostrado na Figura 3, pela ligação
em cascata de 𝑛 blocos 𝐺𝑏 formados pela base de funções ortonormais com polos reais
e/ou complexos conjugados, de maneira que o número total de funções na base ortonormal
resultante seja 𝑛𝑓 = 𝑛𝑏𝑛. Neste trabalho utiliza-se a representação em espaço de estados
para computar as saídas das GOBFs com funções internas. O modelo em espaço de estados
de um único bloco 𝐺𝑏 com 𝑛𝑏 funções internas, parametrizadas por 𝛾𝑖 com 𝑖 = 1, . . . , 𝑛𝑏

é dado por

Ψ𝑏(𝑘 + 1) = 𝐴𝑏Ψ𝑏(𝑘) +𝐵𝑏𝑢(𝑘)
𝑦𝑏(𝑘) = 𝐶𝑏Ψ𝑏(𝑘)

(2.24)

na qual Ψ𝑏(𝑘) = [𝜓1(𝑘) . . . 𝜓𝑛𝑏
(𝑘)] representam as saídas dos filtros (estados) que compõem

o bloco 𝐺𝑏 da GOBF. As matrizes 𝐴𝑏 e 𝐵𝑏 dependem diretamente dos parâmetros 𝛾𝑖,
como descrito por Machado, Campello e Amaral (2013) e 𝐶𝑏 é o respectivo subvetor dos
coeficientes da expansão em séries do modelo GOBF.

As matrizes 𝐴𝑏 e 𝐵𝑏 dependem diretamente dos parâmetros 𝛾𝑖, com 𝑖 = 1, . . . , 𝑛𝑏.
A matriz 𝐴𝑏 é definida por:

𝐴𝑏 =

⎡⎢⎢⎢⎢⎢⎢⎢⎢⎢⎢⎣

𝑎1,1 𝑎1,2 𝑎1,3 . . . 𝑎1,𝑛𝑏

𝑎2,1 𝑎2,2 𝑎2,3 . . . 𝑎1,𝑛𝑏

𝑎3,1 𝑎3,2 𝑎3,3 . . . 𝑎1,𝑛𝑏

... ... ... . . . ...
𝑎𝑛𝑏,1 𝑎𝑛𝑏,2 𝑎𝑛𝑏,3 . . . 𝑎𝑛𝑏,𝑛𝑏

⎤⎥⎥⎥⎥⎥⎥⎥⎥⎥⎥⎦
. (2.25)

Os termos 𝑎𝑖,𝑗, com 𝑖 sendo a linha e 𝑗 a coluna a qual o elemento pertence, são dados
por:
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∙ Para 𝑖 = 1, os elementos são:

𝑎1,𝑗 = 𝛾1, para 𝑗 = 1;

𝑎1,𝑗 = 𝛾𝑗

𝑗−1∏︀
𝑙=1

√︁
1 − 𝛾2

𝑙 , para 𝑗 = 2, . . . , 𝑛𝑏.

∙ Para 𝑖 = 2, . . . , 𝑛𝑏, os elementos são:

𝑎𝑖,𝑗 =
√︁

1 − 𝛾2
𝑗 , para 𝑗 = 𝑖− 1;

𝑎𝑖,𝑗 = −𝛾𝑗−1𝛾𝑗, para 𝑗 = 𝑖;

𝑎1,𝑗 = −𝛾𝑖−1𝛾𝑗

𝑗−1∏︀
𝑙=𝑖

√︁
1 − 𝛾2

𝑙 , para 𝑗 = 𝑖+ 1, . . . , 𝑛𝑏;

𝑎𝑖,𝑗 = 0, para os demais elementos.

A matriz 𝐵𝑏 do modelo é definida por:

𝐵𝑏 =

⎡⎢⎢⎢⎢⎢⎢⎢⎢⎢⎢⎣

𝑏1,1

𝑏2,1

𝑏3,1
...

𝑏𝑛𝑏,1

⎤⎥⎥⎥⎥⎥⎥⎥⎥⎥⎥⎦
(2.26)

com seus elementos dados por:

∙ para 𝑖 = 1, o elemento será:

𝑏1,1 =
𝑛𝑏∏︁

𝑙=1

√︁
1 − 𝛾2

𝑙 .

∙ Para 𝑖 = 2, . . . , 𝑛𝑏, os elementos são:

𝑏𝑖,1 = −𝛾𝑖−1

𝑛𝑏∏︁
𝑙=𝑖

√︁
1 − 𝛾2

𝑙 .

A matriz 𝐶𝑏 é dada por:

𝐶𝑏 =
[︁
𝑔1 𝑔2 . . . 𝑔𝑛𝑏

]︁
na qual 𝑔𝑖, com 𝑖 = 1, . . . , 𝑛𝑏, são os coeficientes da expansão em série do modelo GOBF.

O modelo genérico da GOBF, composto do cascateamento de 𝑛 blocos 𝐺𝑏, pode
ser representado na forma de espaço de estados como mostrado em (2.27), na qual Ψ(𝑘)
e composto pela saída de 𝑛𝑏𝑛 filtros ortonormais

Ψ(𝑘 + 1) = 𝐴𝑓Ψ(𝑘) +𝐵𝑓𝑢(𝑘)
𝑦(𝑘) = 𝐶𝑓Ψ(𝑘).

(2.27)
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A matriz (𝐴𝑓 ) do modelo (2.27) é definida por

𝐴𝑓 =

⎡⎢⎢⎢⎢⎢⎢⎢⎢⎢⎢⎣

𝐴𝑏 0 0 · · · 0
𝐴𝐼 𝐴𝑏 0 · · · 0

(−𝛾𝑛𝑏
)𝐴𝐼 𝐴𝐼 𝐴𝑏 · · · 0

... ... ... . . . ...
(−𝛾𝑛𝑏

)𝑛−2𝐴𝐼 (−𝛾𝑛𝑏
)𝑛−3𝐴𝐼 (−𝛾𝑛𝑏

)𝑛−4𝐴𝐼 · · · 𝐴𝑏

⎤⎥⎥⎥⎥⎥⎥⎥⎥⎥⎥⎦
(2.28)

sendo as submatrizes 𝐴𝑏 definidas como (2.25). As submatrizes 𝐴𝐼 têm seus elementos
𝑎𝐼𝑖,𝑗

, na qual 𝑖 é sua linha e 𝑗 sua coluna, definidos por:

∙ Para 𝑖 = 1, . . . , 𝑛𝑏 e 𝑗 ̸= 𝑛𝑏, o elemento 𝑎𝐼𝑖,𝑗
será:

𝑎𝐼𝑖,𝑗
= 0;

∙ para 𝑗 = 𝑛𝑏, os elementos 𝑎𝐼𝑖,𝑗
serão:

Se 𝑖 = 1

𝑎𝐼𝑖,𝑗
= (1 − 𝛾2

𝑛𝑏
)

𝑛𝑏−1∏︁
𝑙=1

√︁
1 − 𝛾2

𝑙 .

Se 𝑖 = 2, . . . , 𝑛𝑏

𝑎𝐼𝑖,𝑗
= (1 − 𝛾2

𝑛𝑏
)(−𝛾𝑖−1)

𝑛𝑏−1∏︁
𝑙=𝑖

√︁
1 − 𝛾2

𝑙 .

A matriz 𝐵𝑓 presente no modelo (2.27) é formada como mostrado em (2.29).

𝐵𝑓 =

⎡⎢⎢⎢⎢⎢⎢⎢⎢⎢⎢⎣

𝐵𝑏

(−𝛾𝑛𝑏
)𝐵𝑏

(−𝛾𝑛𝑏
)2𝐵𝑏

...
(−𝛾𝑛𝑏

)𝑛−1𝐵𝑏

⎤⎥⎥⎥⎥⎥⎥⎥⎥⎥⎥⎦
(2.29)

A matriz 𝐶𝑓 é definida por:

𝐶𝑓 =
[︁
𝑔1,1 𝑔1,2 . . . 𝑔1,𝑛𝑏

. . . 𝑔1,𝑛𝑏𝑛

]︁
na qual 𝑔1,𝑗, com 𝑗 = 1, . . . , 𝑛𝑏𝑛, são os coeficientes da expansão em série do modelo
GOBF.
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A representação em espaço de estados do modelo GOBF com funções internas
apresentada permite que sejam obtidos os polos do modelo através da obtenção dos au-
tovalores da matriz 𝐴𝑓 . Uma possível conversão do modelo em espaço de estados para
função de transferência foi dado por Heuberger, Hof e Bosgra (1995) e é representada por
(2.30), característica essa interessante, uma vez que o modelo foi parametrizado apenas
pelos parâmetros reais 𝛾 independentemente das características dos polos do sistema, de
forma que os polos do sistema são determinados pelos autovetores da matriz 𝐴𝑓 .

𝐺𝑘(𝑧) = 𝐶𝑓 (𝑧𝐼 − 𝐴𝑓 )−1𝐵𝑓 . (2.30)

2.4 Ajuste de parâmetros das GOBF
Uma vez apresentada a modelagem de sistemas dinâmicos lineares por base de

funções ortonormais, o passo que segue se trata da obtenção dos parâmetros que a cons-
tituem. Os parâmetros a serem determinados são os polos das funções ortonormais (𝛾𝑙)
e os coeficientes da expansão em série de funções (𝐶𝑓 ). Como discutido em trabalhos
anteriores (OLIVEIRA, 1997; CAMPELLO; AMARAL, 2002; CAMPELLO; OLIVEIRA;
AMARAL, 2007; MACHADO; CAMPELLO; AMARAL, 2013), uma vez determinados
os polos, pode-se determinar os termos da expansão em série pelo método dos mínimos
quadrados.

A seleção dos polos é de relativa complexidade, uma vez que em geral depende
de um conhecimento prévio do sistema a ser modelado ou de métodos de otimização
que minimizem o erro do modelo estimado. Em trabalhos como (ROSA, 2009; ROSA;
CAMPELLO; AMARAL, 2009) é apresentada uma metodologia de otimização para os
modelos de Kautz e GOBF com funções de Takenaka-Malmquist através de buscas exatas
dadas pelos cálculos dos gradientes de saída do modelo com relação a seus parâmetros.
Machado (2014) propôs uma técnica envolvendo algoritmo genético para determinação
dos parâmetros de GOBFs com funções internas, juntamente com uma métrica baseada
no critério de Akaike (AKAIKE, 1974) para a seleção de um modelo parcimonioso. Em
(MACHADO, 2011) os cálculos analíticos dos gradientes para as funções de Kautz, de
Laguerre e GOBF com funções internas foram realizados e a otimização dos modelos
foi feita com base em técnicas de otimização não lineares (LUENBERGER, 2003). Esses
resultados servem como base para os desenvolvimentos propostos neste trabalho, sendo os
cálculos para as GOBFs com funções internas de especial interesse. Os desenvolvimentos
desses gradientes analíticos encontram-se no apêndice A.
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3 Modelagem de Sistemas Dinâmicos Não
Lineares por Bases de Funções Ortonor-
mais

3.1 Introdução
Os sistemas dinâmicos encontrados na prática são, na maioria dos casos, não line-

ares. Em muitas situações uma representação linear é suficiente para fins de controle ou
outras análise. Quando as técnicas convencionais não são suficientes para caracterizar tais
sistemas com qualidade é necessário se valer de representações não lineares. Muitas vezes,
ao custo inevitável do aumento da complexidade do modelo e algoritmos de identificação
a serem utilizados (AGUIRRE, 2007b).

Este capítulo apresenta a modelagem de sistemas dinâmicos SISO (Single Input
Single Output), discretos, não lineares sob o prisma das GOBFs aliadas a RBFs, em
uma estrutura semelhante aos já conhecidos modelos de Wiener (LJUNG, 1999), como o
apresentado na Figura 6.

Dinâmica linear
Não linearidade 

estática

Figura 6 – Estrutura de um modelo de Wiener.

Os modelos não lineares analisados são descritos por

𝑦(𝑘) = ℋ(Φ(𝑘)), (3.1)

cuja 𝑦(𝑘) é a saída estimada ou prevista no instante 𝑘 e Φ(𝑘) é o vetor de regressores,
que neste trabalho são as saídas dos filtros das GOBFs. O operador ℋ é um operador
estático não linear genérico que realiza uma transformação nas saídas dos filtros. Assim,
a dinâmica do sistema fica concentrada no vetor Φ(𝑘).

Neste trabalho utiliza-se uma rede RBF como operador ℋ (CAMPELLO; OLI-
VEIRA; AMARAL, 2007). Redes de base radial foram introduzidas por Broomhead e
Lowe (1988) tendo em vista as características de aproximador universal dessa classe de
funções (POWELL, 1987; LOWE, 1989). Elas têm sido utilizadas com sucesso para a re-
presentação de sistemas dinâmicos não lineares desde sua concepção (CHEN et al., 1990a;
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CHEN et al., 1990b; ABBAS et al., 2015; GAN et al., 2015). Uma de suas características é
a capacidade de aproximar funções com exatidão arbitrária simplesmente aumentando-se
o número de funções na rede (NELLES, 2001).

Neste capítulo é proposta uma nova metodologia, baseada em técnicas de otimiza-
ção não linear, para a obtenção de modelos GOBF-RBF sem conhecimentos a priori das
características estáticas ou dinâmicas do sistema a ser modelado. O primeiro passo do mé-
todo é a obtenção de um modelo inicial GOBF-RBF utilizando a técnica de agrupamento
Fuzzy C-Means (BEZDEK, 1980; BABUSKA; VEEN; KAYMAK, 2002) em conjunto com
o Subtractive Clustering (CHIU, 1994b) para predeterminar o número de clusters a serem
caracterizados e seus respectivos centros. Na sequência, através de técnicas de otimização
não linear, otimizam-se os polos (parâmetros 𝛾) das GOBF, os centros, as dispersões ou
desvios-padrão e os pesos de saída das redes RBF, para tanto, são obtidos os gradientes
exatos da saída com relação a esses parâmetros.

Uma segunda proposta, partindo-se do mesmo modelo inicial utilizado pela oti-
mização não linear, se baseia no uso de algoritmos baseados em enxame de partículas,
otimizando-se os polos (parâmetros 𝛾) das GOBF, os centros, as dispersões ou desvios-
padrão das redes RBF.

3.2 Redes Neurais com Funções de Base Radial
Em contraste com as redes MPL (Multi Layer Perceptron) convencionais, as redes

de base radial (RBF - Radial Basis Functions) se valem de um mecanismo de construção
radial. Esse fato garante aos parâmetros de sua camada oculta uma melhor interpretação
àquela dada as MLP’s, e, portanto, oferecem novas e mais rápidas metodologias de trei-
namento. Broomhead e Lowe (1988) foram os primeiros a discutir as RBFs no contexto de
redes neurais. Seu potencial de interpolação e suas propriedades de generalização foram
discutidas em (LOWE, 1989).

3.2.1 Os neurônios das redes de base radial

A estrutura do neurônio de uma rede RBF pode ser explicada em duas partes. Na
primeira a distância do vetor de dados de entrada 𝑢 = [ 𝑢1 𝑢2 · · · 𝑢𝑚 ]𝑇 ao vetor de
centros 𝑣𝑖 = [ 𝑣𝑖,1 𝑣𝑖,2 · · · 𝑣𝑖,𝑚 ]𝑇 das funções de base radial com relação a matriz Σ𝑖 é
calculada. Na segunda parte, essa distância, dada por um escalar 𝑥, é transformada por
uma função de ativação não linear 𝑔(𝑥). Escolhas típicas para a função de ativação são a
função Gaussiana, dada por

𝑔(𝑥) = 𝑒𝑥𝑝

(︃
−1

2𝑥
2
)︃
, (3.2)

e a função multi-quadrática inversa, que possui um parâmetro livre adicional 𝑎, dada por
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𝑔(𝑥) = 1√
𝑥2 + 𝑎2

. (3.3)

Ao longo deste trabalho será usada a função Gaussiana como função de ativação,
por ser a mais comumente utilizada na representação de sistemas dinâmicos. Considerando
vetores de dados de entrada 𝑢, os centros da função radial 𝑣𝑖 e a matriz com o inverso das
respectivas variâncias na diagonal principal Σ𝑖, a representação da norma das distâncias
é expressa por (3.4), e as funções de base radial por (3.5).

𝑥𝑖 =‖𝑢− 𝑣𝑖‖ Σ𝑖 =
√︁

(𝑢− 𝑣𝑖)𝑇 Σ𝑖(𝑢− 𝑣𝑖) (3.4)

𝐺𝑖(𝑢) = 𝑒𝑥𝑝

(︃
−1

2‖𝑢− 𝑣𝑖‖
2 Σ𝑖

)︃
(3.5)

na qual

‖𝑢− 𝑣𝑖‖ Σ𝑖 =

⎯⎸⎸⎸⎷ 𝑚∑︁
𝑗=1

(︃
𝑢𝑗 − 𝑣𝑖,𝑗

𝜎𝑖,𝑗

)︃2

=

⎯⎸⎸⎷(︃𝑢1 − 𝑣𝑖,1

𝜎𝑖,1

)︃2

+ · · · +
(︃
𝑢𝑚 − 𝑣𝑖,𝑚

𝜎𝑖,𝑚

)︃2

(3.6)

Σ𝑖=

⎡⎢⎢⎢⎢⎢⎢⎢⎣
1/𝜎2

𝑖,1 0 · · · 0
0 1/𝜎2

𝑖,2 · · · 0
... ... . . . ...
0 0 · · · 1/𝜎2

𝑖,𝑚

⎤⎥⎥⎥⎥⎥⎥⎥⎦ . (3.7)

Então, existem três possibilidades na escolha da matriz Σ𝑖:

∙ Desvios-padrão idênticos em todas as dimensões, o que levaria a uma função de base
radial com contornos circulares;

∙ Desvios-padrão diferentes para cada dimensão, resultando em uma função de base
simétrica mas com contornos elípticos;

∙ O uso de uma matriz de covariância completa, o que permitiria rotações nas funções
de base.
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3.2.2 Estrutura da Rede Neural RBF

Assim como as redes MLP, uma rede RBF é um aproximador universal (HAYKIN,
1999). Sua estrutura difere de uma rede MLP devido ao fato de possuir apenas uma
camada oculta, enquanto a MLP possui camadas ocultas de acordo com sua especificação.
Uma estrutura RBF com múltiplas camadas ocultas não faria muito sentido, visto que
uma de suas principais vantagens é a possibilidade de parametrizar a camada oculta com
conhecimentos prévios do sistema a ser modelado; uma rede RBF com duas camadas
ocultas, por exemplo, apresentaria problemas na parametrização da segunda camada,
uma vez que a entrada dessa (a saída da primeira camada) não estaria limitada a um
espaço conhecido e interpretável (NELLES, 2001). Sendo assim, uma rede RBF possui
três camadas: A camada de entrada, a camada oculta e a camada de saída. A Figura 7
ilustra a estrutura típica de uma rede RBF.
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Figura 7 – Estrutura típica de uma rede neural RBF.

A camada de entrada é responsável por fornecer os nós que conectam as informa-
ções das entradas da rede com a sua estrutura interna.

A camada oculta é constituída de funções de ativação de base radial. Ela rea-
liza uma transformação não linear do espaço de entrada de dados da modelagem RBF.
Os valores dos centros e dos desvios padrão das funções nessa camada determinam o
comportamento da rede, como apresentado na seção anterior.

A camada de saída da rede possui pesos que ponderam as informações de saídas
de cada função de base radial, agregando-as linearmente.
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Assim, a saída de uma rede RBF pode ser escrita como

𝑦 =
𝑛∑︁

𝑖=0
𝑤𝑖𝐺𝑖

(︀
‖𝑢− 𝑣𝑖‖ Σ𝑖

)︀
com 𝐺0(·) = 1, (3.8)

cujos pesos da camada de saída são dados por 𝑤𝑖. Os parâmetros da camada oculta são o
vetor de centros 𝑣𝑖, que representa a posição da 𝑖-ésima função de base radial e a matriz
Σ𝑖, que representa as larguras e rotações dessa função.

Assim, uma rede RBF consiste de três parâmetros:

∙ Os pesos da camada de saída (𝑤𝑖), que são parâmetros lineares e determinam as
cotas das funções de base radial, bem como seu valor de offset;

∙ Os desvios-padrão, que são parâmetros não lineares da camada oculta e determinam
as larguras (e possivelmente as rotações) das funções de base radial;

∙ Os centros (𝑣𝑖), que são parâmetros não lineares da camada oculta e determinam as
posições das funções de base radial.

Enquanto a determinação das ponderações da camada de saída pode ser classifi-
cada como um problema básico de regressão linear, a determinação dos valores dos centros
e das larguras das funções constitui uma tarefa mais complexa, visto que a rede possui
uma alta sensibilidade a escolha das larguras (desvios-padrão pequenos causam afunda-
mentos nas respostas, caso sejam grandes, sobressaltos e muito grandes, sua capacidade
de extrapolação cai a zero), evidenciando a necessidade de um treinamento adequado.

3.2.3 Treinamento das redes RBF

Segundo Haykin (1999) as estratégias para ajuste dos parâmetros de redes RBF
são tipicamente classificadas como, empíricas, auto-organizadas e supervisionadas. Um
exemplo de estratégia empírica é a seleção aleatória dos centros das funções de base
radial, sendo os valores das larguras estimadas por

𝜎*
𝑖 = 𝛽𝑑𝑚𝑎𝑥√

𝑛
(3.9)

sendo 𝛽 é um fator positivo, 𝑑𝑚𝑎𝑥 é a maior distância entre todos os pares de centros das
RBFs e 𝑛 é o número de RBFs utilizadas.

Moody e Darken (1989) propuseram uma aproximação diferenciada para os valores
das larguras dada por

𝜎*
𝑖 = 1

𝑟

⎛⎜⎝
⎯⎸⎸⎷ 𝑟∑︁

𝑗=1
𝑑2

𝑖,𝑗

⎞⎟⎠ , (3.10)
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na qual 𝑑𝑖,𝑗 =
⃦⃦⃦
𝑣𝑖 − 𝑣𝑗

⃦⃦⃦
para 𝑗 ̸= 𝑖, e 𝑟 é o número de centros na vizinhança de 𝑣𝑖.

Os procedimentos citados para seleção dos valores das larguras garantem distri-
buições uniformes para as funções com a finalidade de promover uma boa capacidade de
generalização da rede. Os pesos da camada de saída são determinados pelo método dos
mínimos quadrados, no qual são empregadas as informações das saídas das funções de base
radial para um conjunto de dados de entrada de treinamento da rede, e as informações
desejadas na saída da rede.

As estratégias auto-organizadas são constituídas de dois estágios:

∙ Determinação dos valores dos centros e das larguras das funções de base radial,
geralmente via métodos de agrupamento de dados;

∙ Cálculo dos valores dos pesos lineares da camada de saída da rede, sendo que em
geral se utiliza o método dos mínimos quadrados.

Entre os métodos de agrupamento (clustering) usualmente empregados pode-se
citar o K-médias, C-means e outras técnicas baseadas em lógica Fuzzy, como o Fuzzy C-
means (BEZDEK, 1980), Gustafson-Kessel (GUSTAFSON; KESSEL, 1979), Gath-Geva
(GATH; GEVA, 1989).

As estratégias supervisionadas utilizam procedimentos de aprendizagem que ajus-
tam alguns ou todos os parâmetros (centros, desvios padrão e pesos) de uma determinada
rede RBF. Geralmente a informação relacionada com o erro entre o valor da saída da
rede e o valor desejado é utilizada no processo de treinamento. Um método usualmente
utilizado refere-se ao gradiente descendente (KARAYIANNIS, 1997).

3.2.4 Definição dos parâmetros iniciais da Rede Neural de Base Radial

Como visto, é possível definir a matriz Σ𝑖 de três maneiras: com desvios idênticos,
desvios diferentes e com uma matriz de covariância completa. Opta-se neste trabalho pelo
uso de desvios diferentes, garantindo uma melhor capacidade de representação que os
desvios idênticos e evita-se problemas de overfitting e longos tempos de treinamento, uma
vez que o número de parâmetros cresce quadraticamente com a dimensão do espaço de
entrada (NELLES, 2001).

Para inicialização dos centros e das dispersões (spreads ou desvios-padrão) da RBF
utilizou-se o algoritmo Fuzzy C-means (BEZDEK, 1980). O algoritmo usa a norma eucli-
diana existente entre um dado e os centros dos agrupamentos para inferir um determinado
grau de pertinência que é inversamente proporcional a essa distância (JANG; SUN; MI-
ZUTANI, 2007), realizando, assim, um processo iterativo de minimização de uma função
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de custo definida por

𝐽 =
𝑛∑︁

𝑘=1

𝑐∑︁
𝑖=1

𝜇𝑚
𝑖𝑘||𝑥𝑘 − 𝑣𝑖||2 (3.11)

na qual 𝑛 é o número de dados utilizados, 𝑐 é o número de agrupamentos adotados,
𝑥𝑘 é o 𝑘-ésimo dados do conjunto de treinamento utilizado, 𝑣𝑖 é o 𝑖-ésimo centro dos
agrupamentos, 𝜇𝑖𝑘 é o grau de pertinência do 𝑘-ésimo dados no 𝑖-ésimo agrupamento e 𝑚
é uma constante (tipicamente com o valor 𝑚 = 2) (CHIU, 1994b). O centro 𝑣𝑖 de cada
agrupamento 𝑖(𝑖 = 1, . . . , 𝑐) pode ser calculado pela equação (3.12).

𝑣𝑖 =

𝑛∑︀
𝑘=1

𝜇𝑖𝑘
𝑚𝑥𝑘

𝑛∑︀
𝑘=1

𝜇𝑖𝑘
𝑚

(3.12)

O grau de pertinência 𝜇𝑖𝑘 associado a um determinado agrupamento é dado por
(3.13).

𝜇𝑖𝑘 = 1
𝑐∑︀

𝑗=1

||𝑥𝑘−𝑣𝑖||
||𝑥𝑘−𝑣𝑗 ||

2/(𝑚−1) (3.13)

O algoritmo, uma vez inicializado com o número de clusters e o valor inicial da
posição dos centros 𝑣𝑖, 𝑖 = 1, 2, . . . , 𝑐, tende a convergir para um mínimo ou um ponto de
sela da função de custo (BEZDEK, 1981).

O algoritmo que segue descreve os passos do processo de forma genérica (FAUS-
TINO, 2011):

1. Determinar os valores de 𝑐,𝑚, 𝜀 e 𝑡𝑚𝑎𝑥;

2. Gerar a partição fuzzy de forma aleatória ou com algum valor pré-determinado;

3. Atribuir valor 0 ao contador de iterações 𝑡;

4. Atribuir 𝐽 (0) = 0;

5. Incrementar o contador de iterações 𝑡;

6. Calcular os centros 𝑣𝑖 segundo a equação (3.12);

7. Calcular os graus de pertinência 𝜇𝑖𝑘 segundo a equação (3.13);

8. Calcular a função objetivo por meio da equação (3.11);

9. Calcular 𝛿 = 𝐽 (𝑡+1) − 𝐽 (𝑡);
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10. Incrementar o contador de interações 𝑡;

11. Se o critério de parada do algoritmo for falso, retorna ao passo 5, senão, finaliza-se
o algoritmo

O critério de parada é dado quando 𝛿 ≤ 𝜀 ou o número máximo de iterações (𝑡𝑚𝑎𝑥)
for alcançado.

A qualidade da solução, como a maioria dos problemas de agrupamento, depende
fortemente das escolha do número de centros e de seus valores iniciais (CHIU, 1994a).
No trabalho de Yager e Filev (1992) foi sugerido um método (conhecido como Mountain
Method) para a determinação dos número de centros e seus valores, que, apesar da qua-
lidade dos resultados apresentados, padece de um esforço computacional elevado, uma
vez que o mesmo cresce exponencialmente com a dimensão do problema. Uma forma mo-
dificada do algoritmo (conhecido como Subtractive Clustering) foi proposta em (CHIU,
1994a).

3.2.5 Subtractive Clustering

O método Subtractive Clustering assume cada dado como um potencial centro
de agrupamento, calculando essa probabilidade baseado na densidade de dados na vi-
zinhança. Considere um conjunto de 𝑛 amostras {𝑥1, 𝑥2, . . . , 𝑥𝑛} em um espaço 𝑀 di-
mensional. Sem perda de generalidade, pode-se assumir que as amostras tenham sido
normalizadas em cada dimensão de forma que a faixa de cada uma seja igual, em outras
palavras, as amostras sejam limitados por um hiper-cubo. Considere cada dado como um
centro de cluster em potencial, e que esse potencial para uma amostra 𝑥𝑖 seja quantizado
por

𝑃𝑖 =
𝑛∑︁

𝑗=1
𝑒−𝛼||𝑥𝑖−𝑥𝑗 ||2 (3.14)

sendo
𝛼 = 4

𝑟2
𝑎

e 𝑟𝑎 seja um constante positiva. Logo, a medida do potencial de cada amostra é uma função
da distancia dele com relação a todas as demais amostras. Uma amostra com muitas
amostras na vizinhança tem um alto valor de potencial. A constante 𝑟𝑎 é efetivamente o
raio que define a vizinhança, dados fora desse raio tem pouca influência no potencial do
ponto em questão.

Essa medida difere do proposta por Yager e Filev (1992) de duas maneiras: o
potencial é associado ao dado real ao invés de um dado do grid como sugerido no trabalho
deles; a influência de uma amostra da vizinhança cai exponencialmente com o quadrado
da distância, ao invés da distância.
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Após o potencial de cada amostra ser computado, seleciona-se a amostra com
maior potencial como centro do primeiro cluster, assim, seja 𝑥*

1 a localização do centro
do primeiro cluster e 𝑃 *

1 seu valor de potencial, a partir daí revisa-se o potencial de cada
amostra 𝑥𝑖 pela formula

𝑃𝑖 = 𝑃𝑖 − 𝑃 *
1 𝑒

−𝛽||𝑥𝑖−𝑥1||2 , (3.15)

na qual
𝛽 = 4

𝑟2
𝑏

com 𝑟𝑏 sendo uma constante positiva. Assim, subtrai-se um potencial de cada amostra
dependendo da sua distância com relação ao centro do primeiro cluster. As amostras pró-
ximas ao centro do primeiro cluster terão seu potencial largamente reduzido e, portanto,
dificilmente serão selecionados como centros dos próximos clusters. A constante 𝑟𝑏 define
o raio da vizinhança a qual o potencial será reduzido, sendo seu valor maior que 𝑟𝑎 a fim
de evitar sobreposições de centros próximos (em geral 𝑟𝑏 = 1, 5𝑟𝑎).

Quando o potencial de todas as amostras for revisado de acordo com a equação
(3.15), seleciona-se a amostra com o maior potencial como centro do segundo cluster.
Após a obtenção do centro do 𝑘-ésimo cluster, revisa-se o potencial de cada amostra por

𝑃𝑖 = 𝑃𝑖 − 𝑃 *
𝑘 𝑒

−𝛽||𝑥𝑖−𝑥𝑘||2 , (3.16)

na qual 𝑥*
𝑘 é a localização do centro do 𝑘-ésimo cluster e 𝑃 *

𝑘 seu valor de potencial.

No procedimento de Yager e Filev (1992), o processo de aquisição de novos cluster
e a revisão dos potenciais repete-se até que

𝑃 *
𝑘 < 𝜀𝑃 *

1 (3.17)

sendo 𝜀 um valor pequeno e sua seleção é de grande importância para o método, uma
vez que um 𝜀 muito grande poucas amostras serão aceitas como centros dos clusters, se
𝜀 for muito pequeno, muitas amostras serão selecionadas como centros. É difícil definir
um valor único para esse parâmetro que funcione com todos os padrões de dados, Chiu
(1994a) sugere que seu valor esteja entre 0, 15 e 0, 5, logo um desenvolvimento adicional
para aceitar ou rejeitar um centro de cluster foi proposto por (CHIU, 1994b). Segue sua
implementação em pseudo-código:
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Algorithm 1 Algoritmo Subtractive Clustering
1: if 𝑃 *

𝑘 > 𝜀𝑃 *
1 then

2: Aceite 𝑥*
𝑘 como um centro de cluster e continue

3: else
4: if 𝑃 *

𝑘 < 𝜀𝑃 *
1 then

5: Rejeite 𝑥*
𝑘 e finalize o processo de agrupamento

6: else
7: Seja 𝑑𝑚𝑖𝑛 a menor distância entre 𝑥*

𝑘 e todos os centros dos clusters
8: anteriormente encontrados
9: if

(︂
𝑑𝑚𝑖𝑛

𝑟𝑎
+ 𝑃 *

𝑘

𝑃 *
1

)︂
> 1 then

10: Aceite 𝑥*
𝑘 como um centro de cluster e continue

11: else
12: Rejeite 𝑥*

𝑘 e defina o potencial em 𝑥*
𝑘 como 0

13: Selecione a amostra com o próximo maior potencial como o novo 𝑥*
𝑘 e reteste

14: end if
15: end if
16: end if

O fluxograma abaixo sumariza o processo de obtenção dos clusters iniciais pelo
subtractive clustering.

Início

Computação do potencial de cada dado ser um centro de 
agrupamento.

Seleciona-se o dado        com maior potencial       .

FIM

Definição dos dados de a serem 
agrupados e valor de      .

NÃO

SIM

O dado com maior potencial       é escolhido como centro  
do primeiro agrupamento.

ar

Revisão dos potenciais por

1PPk 
1P

1x

Revisão dos potenciais por
2

ki xx

kii ePPP





2

1

1

xx

ii
iePPP











n

j

xjx

i
ieP

1

2


kPkx

Seleciona-se o dado com maior potencial como centro do 
segundo agrupamento.

Figura 8 – Fluxograma do algoritmo subtractive clustering.

Com os dados dos clusters obtidos é possível determinar os valores dos centros das
gaussianas, que são os valores centrais dos clusters. Os valores das larguras das funções
podem ser estimados pela equação (3.18).
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𝜎*
𝑖 =

⎯⎸⎸⎸⎸⎸⎷ 𝑚∑︁
𝑖=1

𝑥2
𝑖 −

1
𝑚

(︃
𝑚∑︀

𝑗=1
𝑥𝑖

)︃2

𝑚− 1 (3.18)

Os pesos da camada de saída são obtidos pelo método dos mínimos quadrados,
na qual são empregadas as informações das saídas das funções de base radial para um
conjunto de dados de entrada de treinamento da rede e as informações desejadas na saída
da rede.

3.3 Modelos GOBF-RBF
A Figura 9 apresenta a estrutura genérica do modelo GOBF-RBF em estudo.

G1 Gj Gn

+

w1 wj wn

. . .. . .

...

. . .. . .

w0=b

Camada oculta 

de n funções de 

base radial

Camada de 

entrada

Camada de 

saída

1

ŷ

ψ2(k)ψ1(k)

. . .

ψm-1(k) ψm(k)

Ψ(k+1) = AfΨ(k)+Bfu(k)

u(k)

Figura 9 – Modelo GOBF-RBF.
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A saída global 𝑦(𝑘) é obtida da função de saída da rede RBF (NELLES, 2001;
HAYKIN, 1999),

𝑦(𝑘) =
𝑛∑︁

𝑖=0
𝑤𝑖𝐺𝑖(||Ψ(𝑘) − 𝑣𝑖||Σ𝑖), (3.19)

na qual 𝐺𝑖 é o valor de saída da 𝑖-ésima função de base radial como definido em (3.5), com
𝑤𝑖, 𝑣𝑖 e Σ𝑖 sendo, os pesos da camada de saída, os centros das funções radiais e a matriz
cuja a diagonal principal apresenta o inverso das variâncias, respectivamente, e Ψ(𝑘) o
vetor de entrada com todas as saídas dos filtros das GOBFs. A proposta deste trabalho
é combinar uma estrutura GOBF com uma RBF, em que a primeira modele a dinâmica
linear do sistema de interesse, e a segunda estrutura mapeie as não linearidades inerentes
ao processo a ser modelado.

Para determinar o modelo GOBF-RBF é necessário definir os parâmetros da rede
RBF a partir de uma determinação inicial do vetor ϒ que define os polos da GOBF, e
consequentemente as saídas individuais dos filtros dessa. Computadas as saídas dos filtros
Ψ(𝑘) para um conjunto de entradas 𝑢(𝑘), aplica-se a técnica de agrupamento apresentada
juntamente com o método dos mínimos quadrados para definição dos parâmetros iniciais
da RBF. Uma vez determinado o modelo GOBF-RBF inicial, uma técnica de otimização
não linear é aplicada no sentido de refinar os valores dos parâmetros inciais da modelagem
em questão.

O número total de parâmetros a serem otimizados é dado por

Número de Parâmetros = 2.𝑁𝐶.𝑁𝐹.𝑁𝑃 +𝑁𝑃 +𝑁𝐶 + 1, (3.20)

na qual 𝑁𝐹 é o número de funções ortonormais dos modelos GOBF-RBF, 𝑁𝑃 é o número
de polos das funções e 𝑁𝐶 é o número de clusters ou centros das funções radiais.

3.4 Otimização Não Linear dos Modelos GOBF-RBF
Com o objetivo otimizar os parâmetros dos modelos GOBF-RBF utiliza-ze o algo-

ritmo de Levenberg-Marquardt (LEVENBERG, 1944; MARQUARDT, 1963; NOCEDAL;
WRIGHT, 1999; NELLES, 2001). Esse método foi selecionado tendo em vista que os mo-
delos a serem otimizados não envolvem restrições que não sejam os limites superiores
e inferiores dos parâmetros (MACHADO, 2011). O algoritmo de Levenberg-Marquardt
é uma técnica padrão para resolver problemas de mínimos quadrados não lineares, ele
pode ser interpretado como uma combinação de dois métodos, o do gradiente descen-
dente e o de Gauss-Newton (NELLES, 2001): atua como o método do gradiente descente
quando a solução ótima está distante, que de forma geral é mais lento mas com conver-
gência garantida e como o algoritmo de Gauss-Newton quando próximo de pontos ótimos,
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suplantando o problema de convergência que este último apresenta quando distante da
solução, garantindo, por fim, uma convergência mais rápida.

3.4.1 Ajuste dos parâmetros do modelo GOBF-RBF final

Uma vez obtido o modelo GOBF-RBF inicial pelos passos descritos anteriormente,
realiza-se um ajuste fino no modelo pela otimização dos parâmetros da estrutura GOBF-
RBF proposta utilizando-se o método de otimização não linear apresentado na seção
anterior, minimizando-se o erro quadrático entre a saída do modelo e a saída medida ou
simulada para todas as amostras consideradas. A equação (3.21) apresenta a função de
custo a ser minimizada:

min
𝜃
𝐽 = 1

2

𝑁∑︁
𝑘=1

(𝑦(𝑘) − 𝑦(𝑘))2, (3.21)

com
𝑦(𝑘) - saída global estimada
𝑦(𝑘) - saída medida do sistema
𝑁 - número de amostras do sistema
𝜃 - parâmetros de otimização.

A minimização é realizada com relação aos parâmetros 𝜃 =
[︁

ϒ 𝑣𝑖 Σ𝑖 𝑊
]︁𝑇

,
sendo que ϒ =

[︁
𝛾1 . . . 𝛾𝑛𝑏

]︁
é o vetor com os parâmetros 𝛾 relacionados ao(s) 𝑛𝑏 polo(s)

do modelo GOBF, 𝑣𝑖 é o vetor com o(s) centro(s) da 𝑖-ésima função de base radial, Σ𝑖 é
a matriz cuja a diagonal principal contem o inverso das variâncias da 𝑖-ésima função de
base radial como em (3.7), e, finalmente, 𝑊 é o vetor com os pesos (incluindo o offset)
da rede com base de funções radial proposta.

Analisa-se então os gradientes para determinar a direção de busca dos valores
ótimos de cada parâmetros, sendo necessário conhecer o gradiente da função de custo
com relação àquele parâmetro, para ϒ tem-se

∇ϒ𝐽 =
[︃
𝜕𝐽

𝜕𝛾1
. . .

𝜕𝐽

𝜕𝛾𝑛𝑏

]︃𝑇

. (3.22)

O gradiente da função de custo com relação ao parâmetro 𝛾𝑙 é dado por

𝜕𝐽

𝜕𝛾𝑙

=
𝑁∑︁

𝑘=1
(𝑦(𝑘) − 𝑦(𝑘)) 𝜕𝑦

𝜕𝛾𝑙

. (3.23)

A saída do model GOBF-RBF é dada por

𝑦(𝑘) =
𝑛∑︁

𝑖=0
𝑤𝑖𝐺𝑖(||Ψ(𝑘) − 𝑣𝑖||Σ𝑖). (3.24)
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Calculando-se a derivada de (3.24) com relação a 𝛾𝑙 tem-se

𝜕𝑦

𝜕𝛾𝑙

=
𝑛∑︁

𝑖=0

⎛⎜⎜⎜⎜⎝𝑤𝑖

𝑣𝑖
𝜕Ψ(𝑘)
𝜕𝛾𝑙

− Ψ(𝑘) 𝜕Ψ(𝑘)
𝜕𝛾𝑙

Σ2
𝑖

𝐺𝑖(||Ψ(𝑘) − 𝑣𝑖||Σ𝑖)

⎞⎟⎟⎟⎟⎠ . (3.25)

Os cálculos de 𝜕Ψ(𝑘)
𝜕𝛾𝑙

são dados por Machado (2011) e podem ser encontrados no
apêndice A.

Para o cálculo de otimização da função de custo 𝐽 com relação centros das funções
de base radial tem-se

𝜕𝐽

𝜕𝑣𝑖,𝑗

=
𝑁∑︁

𝑘=1
(𝑦(𝑘) − 𝑦(𝑘)) 𝜕𝑦

𝜕𝑣𝑖,𝑗

. (3.26)

Abrindo o vetor 𝑣𝑖 em (3.24) para analisar as contribuições individuais dos centros
para cada entrada na função de base radial multivariada tem-se

𝑦(𝑘) =
𝑛∑︁

𝑖=0
𝑤𝑖 exp

(︃
−1

2 ||Ψ(𝑘) − [ 𝑣𝑖,1 𝑣𝑖,2 · · · 𝑣𝑖,𝑚 ]||2Σ𝑖

)︃
. (3.27)

Desenvolvendo-se a derivada de (3.27) com relação a 𝑣𝑖,𝑗, vem:

𝜕𝑦

𝜕𝑣𝑖,𝑗

= 𝑤𝑖
(Ψ(𝑘) − 𝑣𝑖,𝑗)

𝜎2
𝑖,𝑗

𝐺𝑖(||Ψ(𝑘) − 𝑣𝑖||Σ𝑖). (3.28)

Para o cálculo de otimização da função de custo 𝐽 com relação desvios-padrão das
funções de base radial tem-se

𝜕𝐽

𝜕𝜎𝑖,𝑗

=
𝑁∑︁

𝑘=1
(𝑦(𝑘) − 𝑦(𝑘)) 𝜕𝑦

𝜕𝜎𝑖,𝑗

. (3.29)

Reescrevendo-se (3.24) para explicitar os parâmetros 𝜎𝑖,𝑗 de Σ𝑖, com 𝑖 = 1, . . . , 𝑛,
na qual 𝑛 é o número de funções de bases radiais e 𝑗 = 1, . . . ,𝑚, com 𝑚 sendo o número
de entradas de cada função de base radial

𝑦(𝑘) =
𝑛∑︁

𝑖=0
𝑤𝑖 exp

⎛⎜⎜⎜⎜⎜⎜⎜⎜⎝
−1

2 ||Ψ(𝑘) − 𝑣𝑖||2

⎡⎢⎢⎢⎢⎢⎢⎢⎣
1/𝜎2

𝑖,1 0 · · · 0
0 1/𝜎2

𝑖,2 · · · 0
... ... . . . ...
0 0 · · · 1/𝜎2

𝑖,𝑚

⎤⎥⎥⎥⎥⎥⎥⎥⎦

⎞⎟⎟⎟⎟⎟⎟⎟⎟⎠
. (3.30)

Desenvolvendo-se a derivada de (3.30) com relação a 𝜎𝑖,𝑗, vem:

𝜕𝑦

𝜕𝜎𝑖,𝑗

= 𝑤𝑖
(Ψ(𝑘) − 𝑣𝑖,𝑗)2

𝜎3
𝑖,𝑗

𝐺𝑖(||Ψ(𝑘) − 𝑣𝑖||Σ𝑖). (3.31)
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Para o calculo de otimização da função de custo 𝐽 com relação aos pesos da camada
de saída da rede RBF tem-se

𝜕𝐽

𝜕𝑤𝑖

=
𝑁∑︁

𝑘=1
(𝑦(𝑘) − 𝑦(𝑘)) 𝜕𝑦

𝜕𝑤𝑖

. (3.32)

Calculando-se a derivada de (3.24) com relação a 𝑤𝑖, tem-se

𝜕𝑦

𝜕𝑤𝑖

= 𝐺𝑖(||Ψ(𝑘) − 𝑣𝑖||Σ𝑖) com 𝐺0(·) = 1. (3.33)

3.4.2 Algoritmo de otimização não linear dos modelos GOBF-RBF

Para a obtenção dos modelos GOBF-RBF dos dados de entrada e saída de sistemas
dinâmicos não lineares uma sequência de passos foi proposta. O algoritmo que segue
descreve esses passos:

1. Dado um conjunto de dados de entradas e saídas do sistema, determine os valores
iniciais e o número de parâmetros 𝛾𝑙 (de maneira aleatória ou baseado em conheci-
mentos prévios do sistema), e calcule as saídas Ψ dos filtros ortonormais;

2. Dadas as saídas dos filtros e as saídas do sistema a ser modelado, aplica-se o método
subractive clustering para determinar o número de clusters e seus valores centrais
iniciais para a aplicação do método de clusterização Fuzzy C-means, obtendo-se por
fim os valores finais dos centros dos clusters e o grau de pertinência relacionado a
cada dado, que indica a qual agrupamento ele pertence;

3. De posse dos clusters, determinam-se os desvios-padrão por (3.18) e por fim os pesos
de saída da rede de base radial são obtidos pelo método dos mínimos quadrados,
obtendo-se assim a estrutura inicial do sistema a ser modelado;

4. Calcular o gradiente ∇𝜃𝐽 =
[︁

∇𝑇
ϒ𝐽 ∇𝑇

𝑣𝑖
𝐽 ∇𝑇

Σ𝑖
𝐽 ∇𝑇

𝑊𝐽
]︁

utilizando as equações
(3.25), (3.28), (3.31) e (3.33), nas quais ϒ é o vetor com os parâmetros relativos
ao(s) polo(s) do modelo, 𝑣𝑖 é o vetor que contem os centros de uma função radial, Σ𝑖

é a matriz cuja a diagonal principal possui os valores das variâncias como definido
em (3.7) e 𝑊 é o vetor de pesos de saída da rede de base radial;

5. Use os valores de ∇𝜃𝐽 no algoritmo de otimização não linear para atualizar o valor
dos parâmetros 𝜃, incluindo o intervalo de factibilidade dos parâmetros 𝛾 do modelo
GOBF;

6. Volte ao passo 4 até que um critério de parada seja atingido, seja ele o número
máximo de passos do algoritmo ou a exatidão mínima alcançada.
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Os passos descritos anteriormente podem ser sumarizados no fluxograma que segue
abaixo.

Início

Aplicação do Subtractive Clustrering e Fuzzy C-Means nos 
dados de saída dos filtros das GOBFs e consequente 

determinação dos parâmetros da RBF.

Otimização do modelo usando o método de Levenberg-
Marquardt com os gradientes analíticos.

FIM

Dados de entrada e saída obtidos do sistema a ser 
modelado.

Modelo GOBF-RBF final obtido dos dados de entrada e 
saída do sistema.

O nº máximo de iterações ou 
precisão especificada alcançada?

Definição dos parâmetros iniciais do modelo GOBF linear: 
número e valor dos polos e número de blocos de funções.

NÃO

SIM

Obtenção do modelo GOBF-RBF inicial.

Figura 10 – Fluxograma do processo de otimização não linear.

3.5 Otimização dos Modelos GOBF-RBF por Enxame de Partículas
Otimização por enxame de partículas (Particle Swarm Optimization - PSO) é uma

técnica de otimização pertencente a classe de algoritmos metaheurísticos conhecidos como
Swarm Intelligence (SI). Um sistema SI típico é composto basicamente por dois elementos,
uma população que interage localmente entre si e o ambiente em que essa população está
inserida. O comportamento dessa população é ditado por regras simples, não havendo
uma estrutura de controle centralizada comandando-o. A interação entre os agentes é,
em geral, local, apresentando ainda um certo grau de aleatoriedade. Ainda assim, há um
comportamento global inteligente que surge devido as interações locais dos indivíduos,
que “aprendem” com comportamento dos seus pares.

O PSO surgiu como uma técnica de otimização baseada em populações desenvol-
vida por Kennedy e Eberhart (1995). Sua motivação principal é o comportamento social
de bandos de pássaros e cardume de peixes, compartilhando similaridades diversas com
técnicas baseadas em algoritmos evolutivos como os algoritmos genéticos (Genetic Al-
gorithms - GA) (HOLLAND, 1975), porém não apresenta operadores evolutivos como
crossover e mutação (BACK; FOGEL; MICHALEWICZ, 2000).
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A partir de uma população inicial definida aleatoriamente, o processo de otimização
do PSO é realizado pela atualização de diversas propriedades desses indivíduos a cada
iteração. As potenciais soluções, conhecidas como partículas, se movem pelo universo de
busca seguindo sua própria experiência e a melhor solução encontrada, até aquela geração,
pelas demais partículas.

Uma versão do PSO que tem ganhado atenção nos últimos anos é a chamada
quantum-behaved particle swarm optimization (QPSO) (SUN; FENG; XU, 2004). Esse
algoritmo baseia-se na mecânica quântica e na análise da trajetória do PSO (CLERC;
KENNEDY, 2002). A análise da trajetória das partículas do PSO mostraram que essas
oscilam e convergem para um atrator local, ou seja, o comportamento dinâmico de cada
partícula do PSO é limitado, limitando também seu o espaço de busca. No QPSO, as par-
tículas assumem um comportamento quântico, sendo atraídas por um potencial quântico,
centrado no seu atrator local (SUN; FENG; XU, 2004).

O QPSO tem sido usado com sucesso em problemas de otimização de diversas
áreas da ciência como: otimização multiobjetivo (OMKAR et al., 2009), treinamento de
redes neurais (LI et al., 2007), identificação de sistemas (GAO; Z.-Q.; TONG, 2008),
planejamento de trajetória em sistemas autônomos (TAO et al., 2017), entre outras.

Como segunda proposta para a definição dos parâmetros da estrutura GOBF-RBF
em estudo, propõem-se o uso dessa classe de algorítimos. Uma das vantagens que pode
ser apontada é o fato de não ser necessário muitos conhecimentos acerca do sistema a
ser otimizado (a função objetivo e a lista de parâmetros, bem como seus limites, são
informação suficiente para o algoritmo). Os parâmetros a serem otimizados são os polos
(parâmetros 𝛾) das GOBF, os centros e as dispersões ou desvios-padrão. Os pesos de saída
da RBF podem ser obtidos diretamente pelo método dos mínimos quadrados.

3.5.1 Algoritmo PSO

Suponha um universo com 𝑀 partículas, cada uma com volume infinitesimal e
com apenas três propriedades: seu vetor de posição atual, seu vetor de velocidade e o
vetor de melhor posição individual. Supondo que cada partícula possua 𝑁 propriedades,
esses vetores também serão 𝑁 -dimensionais. Logo, na 𝑛-ésima iteração, os vetores de
propriedades da partícula 𝑖(1 ≤ 𝑖 ≤ 𝑀) são

1. O vetor de posição atual 𝑋𝑖,𝑛 = (𝑋1
𝑖,𝑛, 𝑋

2
𝑖,𝑛, . . . , 𝑋

𝑗
𝑖,𝑛, . . . , 𝑋

𝑁
𝑖,𝑛), no qual cada com-

ponente do vetor representa uma variável de decisão do problema e 1 ≤ 𝑗 ≤ 𝑁 ;

2. O vetor de velocidade 𝑉𝑖,𝑛 = (𝑉 1
𝑖,𝑛, 𝑉

2
𝑖,𝑛, . . . , 𝑉

𝑗
𝑖,𝑛, . . . , 𝑉

𝑁
𝑖,𝑛), que denota o incremento

da posição atual e 1 ≤ 𝑗 ≤ 𝑁 ;
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3. O vetor de melhor posição individual 𝑃𝑖,𝑛 = (𝑃 1
𝑖,𝑛, 𝑃

2
𝑖,𝑛, . . . , 𝑃

𝑗
𝑖,𝑛, . . . , 𝑃

𝑁
𝑖,𝑛), que denota

o incremento da posição atual e 1 ≤ 𝑗 ≤ 𝑁 (chamado de pbest no trabalho original
de Kennedy e Eberhart (1995));

O valor inicial de 𝑋𝑖,0 é geralmente definido aleatoriamente dentro do universo de
excursão das partículas, definido por [𝑋𝑗

𝑚𝑖𝑛, 𝑋
𝑗
𝑚𝑎𝑥](1 ≤ 𝑗 ≤ 𝑁), na qual 𝑋𝑗

𝑚𝑖𝑛 e 𝑋𝑗
𝑚𝑎𝑥 são,

respectivamente, os limites inferior e superior da posição das partículas na 𝑗-ésima di-
mensão. Da mesma forma, o vetores de velocidade 𝑉𝑖,0 podem ser inicializados de maneira
aleatória escolhendo-se suas componentes dentro no intervalo [−𝑉 𝑗

𝑚𝑎𝑥, 𝑉
𝑗

𝑚𝑎𝑥](1 ≤ 𝑗 ≤ 𝑁),
sendo 𝑉 𝑗

𝑚𝑎𝑥 o limite superior das velocidades na 𝑗-ésima dimensão. E 𝑃𝑖,𝑛 pode ser inicia-
lizado com o vetor de posição inicial.

Durante a 𝑛-ésima iteração, avalia-se a função objetivo para o vetor de melhor
posição individual de cada partícula. O melhor resultado é armazenado em 𝑃𝑔,𝑛 (conhecido
com gBest no algoritmo original de Kennedy e Eberhart (1995)), no qual 𝑔 denota o
indexador da melhor partícula. Esse valor é armazenado no vetor de melhor posição global
(𝐺𝑛 = 𝐺1

𝑛, 𝐺
2
𝑛, . . . , 𝐺

𝑁
𝑛 ). A atualização de 𝑃𝑖,𝑛 é dada por

𝑃𝑖,𝑛 =

⎧⎪⎪⎨⎪⎪⎩
𝑋𝑖,𝑛 se 𝑓(𝑋𝑖,𝑛) < 𝑓(𝑃𝑖,𝑛−1),

𝑃𝑖,𝑛−1 se 𝑓(𝑋𝑖,𝑛) ≥ 𝑓(𝑃𝑖,𝑛−1)
(3.34)

logo, 𝐺𝑛 é definido por

𝐺𝑛 = 𝑃𝑔,𝑛, onde 𝑔 = arg min
(1≤𝑖≤𝑀)

[𝑓(𝑃𝑖,𝑛)]. (3.35)

As velocidades são atualizadas por

𝑉 𝑗
𝑖,𝑛+1 = 𝑉 𝑗

𝑖,𝑛 + 𝑐1𝑟
𝑗
𝑖,𝑛(𝑃 𝑗

𝑖,𝑛 −𝑋𝑗
𝑖,𝑛) + 𝑐2𝑅

𝑗
𝑖,𝑛(𝐺𝑗

𝑛 −𝑋𝑗
𝑖,𝑛), (3.36)

e as posições por

𝑋𝑗
𝑖,𝑛+1 = 𝑋𝑗

𝑖,𝑛 + 𝑉 𝑗
𝑖,𝑛+1 (3.37)

nas quais, 𝑖 = 1, 2, . . . ,𝑀 , 𝑗 = 1, 2, . . . , 𝑁 , 𝑐1 representa o parâmetro de aceleração cog-
nitivo e 𝑐2 representa o parâmetro de aceleração social, no algoritmo PSO original, são
escolhidos como 2. Os parâmetros 𝑟𝑗

𝑖,𝑛 e 𝑅𝑗
𝑖,𝑛 são duas sequências diferentes de números ale-

atórios distribuídos uniformemente entre [0, 1]. Cada componente do vetor de velocidades
𝑉 𝑗

𝑖,𝑛 é normalmente restrita ao intervalo [−𝑉 𝑗
𝑚𝑎𝑥, 𝑉

𝑗
𝑚𝑎𝑥].

Ao longo dos anos, várias implementações alternativas ao PSO original foram pro-
postas. A primeira revisão do algoritmo, conhecida como PSO com fator de inércia (PSO-
In), foi proposta por Shi e Eberhart (1998). Nessa versão, a velocidade das partículas é
atualizada de acordo com

𝑉 𝑗
𝑖,𝑛+1 = 𝑤𝑉 𝑗

𝑖,𝑛 + 𝑐1𝑟
𝑗
𝑖,𝑛(𝑃 𝑗

𝑖,𝑛 −𝑋𝑗
𝑖,𝑛) + 𝑐2𝑅

𝑗
𝑖,𝑛(𝐺𝑗

𝑛 −𝑋𝑗
𝑖,𝑛) (3.38)
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na qual 𝑤 é chamando de fator de inércia e seu valor determina o comportamento do
algoritmo. Para valores pequenos (𝑤 < 0, 8), o PSO se comporta como um algoritmo de
busca local, com rápida convergência. Para 𝑤 > 1, 2, o PSO tende a ter um comportamento
de busca global, ao custo de um maior número de interações e a possibilidade de que o
mesmo não convirja. Uma alternativa é a variação linear desse parâmetro de acordo com
o número de iterações,

𝑤 = 𝑤𝑚𝑎𝑥 − (𝑤𝑚𝑎𝑥 − 𝑤𝑚𝑖𝑛)
𝑛𝑚𝑎𝑥

𝑛, (3.39)

no qual 𝑤𝑚𝑎𝑥 e 𝑤𝑚𝑖𝑛 correspondem aos valores máximos e mínimos, respectivamente, do
fator de inércia, 𝑛𝑚𝑎𝑥 é o número máximo de iterações e 𝑛 é a iteração atual.

Outra versão modificada foi apresentada por Clerc (1999). Essa modificação insere
um fator de constrição 𝜒 para limitar o ajuste de velocidades das partículas. Nessa versão
o vetor de velocidade é dado por

𝑉 𝑗
𝑖,𝑛+1 = 𝜒[𝑉 𝑗

𝑖,𝑛 + 𝑐1𝑟
𝑗
𝑖,𝑛(𝑃 𝑗

𝑖,𝑛 −𝑋𝑗
𝑖,𝑛) + 𝑐2𝑅

𝑗
𝑖,𝑛(𝐺𝑗

𝑛 −𝑋𝑗
𝑖,𝑛)] (3.40)

na qual 𝜒 é definido por

𝜒 = 2
2 − 𝜙−

√
𝜙2 − 4𝜙

(3.41)

de maneira que 𝜙 = 𝑐1+𝑐2 e 𝜙 > 4. Essa versão é normalmente conhecida como otimização
por enxame de partículas com constrição (PSO-Co).

O algoritmo 2 apresenta o pseudocódigo para as três formulações descritas acima.

3.5.2 Algoritmo QPSO

A análise da trajetória das partículas nos algoritmos PSO foi estudada por Clerc e
Kennedy (2002). Foi provado que, considerando os melhores locais e globais como posições
fixas e os números aleatórios constantes, o comportamento do algoritmo é linear. O sistema
tende a convergir para melhor ponto global em 𝑡 → ∞.

Contudo, o comportamento social de organismos é muito mais complexo do que
seria possível emular em um algoritmo linear, na prática o comportamento da evolução
do pensamento humano, por exemplo, se comporta de maneira incerta, e com certo nível
de abstração, se aproxima de partículas com comportamento quântico (SUN; XU; FENG,
2004).

Baseando-se nessa análise, Sun, Feng e Xu (2004) introduziram a teoria quântica no
PSO e propuseram um algoritmo PSO no qual as partículas tem comportamento quântico
(Quantum-behaved PSO - QPSO)

O modelo quântico do PSO pode sobrepujar alguns dos problemas comuns relaci-
onados ao uso do PSO convencional (SUN; XU; FENG, 2004):
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Algorithm 2 Algoritmo PSO
1: Inicialize a posição atual 𝑋𝑗

𝑖,0, a velociadade 𝑉 𝑗
𝑖,0 e a melhor posição individual 𝑃 𝑗

𝑖,0
(fazendo 𝑃 𝑗

𝑖,0 = 𝑋𝑗
𝑖,0) para cada partícula, avalie a função objetivo para essa população,

e encontre a melhor posição globa 𝐺0
2: 𝑛 = 0
3: while A condição de saída não for cumprida do
4: 𝑛 = 𝑛+ 1
5: Selecione um valor para 𝑤 (para o PSO-In)
6: for 𝑖 = 1 até 𝑀 do
7: for 𝑗 = 1 até 𝑁 do
8: 𝑉 𝑗

𝑖,𝑛+1 = 𝑉 𝑗
𝑖,𝑛 + 𝑐1𝑟

𝑗
𝑖,𝑛(𝑃 𝑗

𝑖,𝑛 −𝑋𝑗
𝑖,𝑛) + 𝑐2𝑅

𝑗
𝑖,𝑛(𝐺𝑗

𝑛 −𝑋𝑗
𝑖,𝑛) (para o PSO original)

9: (ou 𝑉 𝑗
𝑖,𝑛+1 = 𝑤𝑉 𝑗

𝑖,𝑛 + 𝑐1𝑟
𝑗
𝑖,𝑛(𝑃 𝑗

𝑖,𝑛 −𝑋𝑗
𝑖,𝑛) + 𝑐2𝑅

𝑗
𝑖,𝑛(𝐺𝑗

𝑛 −𝑋𝑗
𝑖,𝑛) (para o PSO-In))

10: (ou 𝑉 𝑗
𝑖,𝑛+1 = 𝜒[𝑉 𝑗

𝑖,𝑛+𝑐1𝑟
𝑗
𝑖,𝑛(𝑃 𝑗

𝑖,𝑛−𝑋𝑗
𝑖,𝑛)+𝑐2𝑅

𝑗
𝑖,𝑛(𝐺𝑗

𝑛−𝑋𝑗
𝑖,𝑛)] (para o PSO-Co))

11: if 𝑉 𝑗
𝑖,𝑛+1 > 𝑉𝑚𝑎𝑥 then

12: 𝑉 𝑗
𝑖,𝑛+1 = 𝑉𝑚𝑎𝑥

13: end if
14: if 𝑉 𝑗

𝑖,𝑛+1 < −𝑉𝑚𝑎𝑥 then
15: 𝑉 𝑗

𝑖,𝑛+1 = −𝑉𝑚𝑎𝑥

16: end if
17: 𝑋𝑗

𝑖,𝑛+1 = 𝑋𝑗
𝑖,𝑛 + 𝑉 𝑗

𝑖,𝑛+1
18: end for
19: Avalie a função objetivo para 𝑋𝑖,𝑛+1
20: Atualize 𝑃𝑖,𝑛 e 𝐺𝑛

21: end for
22: end while

∙ O sistema quântico é um sistema não linear complexo, no qual o princípio da su-
perposição de estados é valido, de maneira que sistemas quânticos possuem muito
mais estados que um sistema linear;

∙ Os sistemas quânticos são baseados no principio da incerteza, logo, diferem dos
sistemas estocásticos clássicos. Uma partícula quântica não tem trajetória definida,
pode aparecer em qualquer posição com certa distribuição de probabilidade;

∙ As partículas nos algoritmos PSO convencionais estão limitadas a um espaço de
busca, garantindo que todo enxame não divirja, convergindo para um ótimo local
ou global. No QPSO, as partículas podem aparecer em qualquer posição do espaço
de busca, mesmo que essa seja bem distante do melhor global atual, com certa
probabilidade.

No modelo quântico do PSO, o estado de uma partícula pode ser definido por uma
função de onda 𝛹(𝑋𝑡), ao invés de sua posição e velocidade. Assim, a probabilidade de
uma determinada partícula aparecer na posição 𝑋 da função densidade de probabilidade
|𝛹(𝑋, 𝑡)|, depende do campo potencial no qual a partícula se encontra (LIU; SUN; XU,
2006).
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O procedimento de funcionamento do algoritmo QPSO é similar ao PSO, mas
possui equações de evolução diferentes, uma vez que não há um vetor de velocidades para
cada partícula. Os desenvolvimentos formais do procedimento, suas fundamentações e
provas encontram-se detalhadas em (SUN; LAI; WU, 2012). As posições das partículas
são definidas por

𝑋𝑗
𝑖,𝑛+1 =

⎧⎪⎪⎨⎪⎪⎩
𝑝𝑗

𝑖,𝑛 + 𝛼|𝑋𝑗
𝑖,𝑛 − 𝑝𝑗

𝑖,𝑛| ln 1/𝑢𝑗
𝑖,𝑛+1 se 𝑘 < 0, 5

𝑝𝑗
𝑖,𝑛 − 𝛼|𝑋𝑗

𝑖,𝑛 − 𝑝𝑗
𝑖,𝑛| ln 1/𝑢𝑗

𝑖,𝑛+1 se 𝑘 ≥ 0, 5
(3.42)

na qual

𝑝𝑗
𝑖,𝑛 = 𝜙𝑗

𝑖,𝑛𝑃
𝑗
𝑖,𝑛 + (1 − 𝜙𝑗

𝑖,𝑛)𝐺𝑗
𝑛 (3.43)

é o atrator da partícula 𝑋𝑗
𝑖,𝑛, 𝛼 é o coeficiente de contração-expansão, 𝑘, 𝜙 e 𝑢 são números

aleatórios distribuídos uniformemente no intervalo [0, 1].

O algoritmo encontra-se sumarizado no pseudocódigo abaixo.

Algorithm 3 Algoritmo QPSO
1: Inicialize as posições atuais 𝑋𝑗

𝑖,0 e as melhores posições individuais 𝑃 𝑗
𝑖,0] de cada par-

tícula, avalie a função objetivo e encontre a melhor posição global 𝐺0
2: 𝑛 = 0
3: while A condição de saída não for cumprida do
4: Selecione um valor para 𝛼
5: for 𝑖 = 1 até 𝑀 do
6: Avalie a função objetivo 𝑓(𝑋𝑖,𝑛)
7: Atualize 𝑃𝑖,𝑛 e 𝐺𝑛

8: for 𝑗 = 1 até 𝑁 do
9: 𝜙𝑗

𝑖,𝑛 = número aleatório [0, 1]
10: 𝑝𝑗

𝑖,𝑛 = 𝜙𝑗
𝑖,𝑛𝑃

𝑗
𝑖,𝑛 + (1 − 𝜙𝑗

𝑖,𝑛)𝐺𝑗
𝑛

11: 𝑢𝑖,𝑛+1 = número aleatório [0, 1]
12: 𝑘 = número aleatório [0, 1]
13: if 𝑘 < 0, 5 then
14: 𝑋𝑗

𝑖,𝑛+1 = 𝑝𝑗
𝑖,𝑛 + 𝛼|𝑋𝑗

𝑖,𝑛 − 𝑝𝑗
𝑖,𝑛| ln 1/𝑢𝑗

𝑖,𝑛+1
15: else
16: 𝑋𝑗

𝑖,𝑛+1 = 𝑝𝑗
𝑖,𝑛 − 𝛼|𝑋𝑗

𝑖,𝑛 − 𝑝𝑗
𝑖,𝑛| ln 1/𝑢𝑗

𝑖,𝑛+1
17: end if
18: end for
19: end for
20: 𝑛 = 𝑛+ 1
21: end while

Sempre que aplicando algorítimos para a solução de problemas, uma das etapas
mais críticas é a seleção dos parâmetros desse algoritmo. Fica claro que, para o algorítimo
QPSO proposto, além do tamanho da população, 𝛼 é o parâmetro mais crítico.
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Sun et al. (2012) provaram que selecionando 𝛼 ≤ 𝑒𝜁 , na qual 𝜁 é a constante Euler-
Mascheroni (𝜁 ≈ 0, 5772156649), é possível prevenir “explosões” populacionais e garantir
a convergência do enxame. Mas não há garantia de que essa escolha seja capaz de fornecer
uma performance satisfatória ao QPSO em aplicações práticas.

Quando aplicando o QPSO em problemas práticos, pode-se escolher um valor fixo
para o parâmetro 𝛼 ou decrementa-lo linearmente durante a progressão do algoritmo. Esse
decremento é ajustado por

𝛼 = (𝛼1 − 𝛼2)(𝑛𝑚𝑎𝑥 − 𝑛)
𝑛𝑚𝑎𝑥

+ 𝛼2, (3.44)

na qual 𝛼1 e 𝛼2 (𝛼1 > 𝛼2) são os valores inicial e final de 𝛼, respectivamente, 𝑛 é o
número da iteração atual e 𝑛𝑚𝑎𝑥 é o número máximo de iterações. Sun et al. (2012)
realizaram estudos empíricos variando os parâmetros de seleção 𝛼 e aplicaram o algoritmo
na função de Rosenbrock (unimodal), Rastrigin (multimodal) e Griewank (multimodal),
obtendo, para o algoritmo QPSO descrito, o melhor resultado quando 𝛼 varia linearmente
de 1, 0 → 0, 8.

3.5.3 Algoritmo de otimização não linear dos modelos GOBF-RBF

De forma semelhante à proposta de otimização dos parâmetros via técnicas de
otimização não lineares, apresenta-se abaixo a sequência de passos para esse refinamento
usando o PSO ou o QPSO:

1. Dado um conjunto de dados de entradas e saídas do sistema, determine os valores
iniciais e o número de parâmetros 𝛾𝑙 (de maneira aleatória ou baseado em conheci-
mentos prévios do sistema) e calcule as saídas Ψ dos filtros ortonormais;

2. Dadas as saídas dos filtros e as saídas do sistema a ser modelado, aplica-se o método
subractive clustering para determinar o número de clusters e seus valores centrais
iniciais para a aplicação do método de clusterização Fuzzy C-means, obtendo-se por
fim os valores finais dos centros dos clusters e o grau de pertinência relacionado a
cada dado, que indica a qual agrupamento ele pertence;

3. De posse dos clusters, determinam-se os desvios-padrão por (3.18) e por fim os pesos
de saída da rede de base radial são obtidos pelo método dos mínimos quadrados,
obtendo-se assim a estrutura inicial do sistema a ser modelado;

4. Defina os parâmetros do algoritmo de otimização. Caso utilizando o PSO: 𝑐1, 𝑐2,
𝑉𝑚𝑎𝑥, 𝑋𝑗

𝑚𝑖𝑛, 𝑋𝑗
𝑚𝑎𝑥 e 𝑤 (PSO-In); caso utilizando o QPSO: 𝛼1 e 𝛼2 ou apenas 𝛼

(caso esteja usando um valor fixo); e as condições de parada para ambos os casos,
o número máximo de iterações 𝑛 e a precisão mínima para termino;
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5. Aplique o algoritmo (PSO ou QPSO), levando em consideração o intervalo de fac-
tibilidade dos parâmetros 𝛾 do modelo GOBF;

6. Volte ao passo 4 até que um critério de parada seja atingido, seja ele o número
máximo de passos do algoritmo ou a exatidão mínima alcançada.

Fica claro que o processo de obtenção da estrutura e valores iniciais do modelo
é o mesmo para as duas propostas, diferenciando-se apenas na técnica aplicada para o
refinamento de seus parâmetros.
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4 Resultados

4.1 Introdução
Com o objetivo de demonstrar os resultados da metodologia proposta para a mo-

delagem de sistemas dinâmicos não lineares, utilizando tanto o processo de otimização não
linear quanto o algoritmo PSO, esta seção apresenta exemplos de aplicações dos modelos
GOBF-RBF em sistemas reais e simulados.

4.2 Exemplos de aplicação
Uma vez que não se tem conhecimento prévio sobre a dinâmica dos sistemas a

serem modelados, empregaram-se GOBFs com diferentes combinações de número de polos
e de funções, a fim de se encontrar, dentro dos modelos candidatos obtidos, o que melhor
represente o sistema com a abordagem proposta.

O processo de identificação se dá como apresentado anteriormente, iniciando com
a determinação dos parâmetros 𝛾 das GOBF e as saídas dos filtros e conseguinte obtenção
do número de centros e suas posições iniciais pelo algoritmo subtractive clustering. Aplica-
se o método Fuzzy C-means para o agrupamento dos dados de entrada e saída da rede
neural, definindo-se então os centros, desvios padrão e pesos de saída. Após a obtenção do
modelo inicial, procede-se para a etapa de refinamento utilizando a técnica de otimização
não linear com os gradientes do modelo. Posteriormente aplica-se a segunda abordagem
utilizando o QPSO e os modelos resultantes e a resposta do algoritmo são analisados.

Para todos os exemplos, foi realizada uma etapa de normalização para garantir que
valores de maior amplitude não exerçam influência sobre a convergência dos algoritmos
(LIMA; PINHEIRO; SANTOS, 2014). Aplicando-se a equação (4.1), garante-se que os
conjuntos de dados estejam na faixa compreendida entre [0, 1].

𝑍*(𝑡) = 𝑍(𝑡) − min(𝑍)
max(𝑍) − min(𝑍) . (4.1)

Apresenta-se ainda, para cada exemplo, uma análise dos vários modelos obtidos do
ponto de vista da parcimoniedade. Uma vez que o número de parâmetros dessa estrutura
pode ser elevado.

Finalmente, simulações de Monte-Carlo são desenvolvidas e seus resultados apre-
sentados. Essa análise tem por objetivo validar a capacidade de convergência da metodo-
logia proposta frente a inicializações aleatórias dos polos.
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4.2.1 Modelo de um sistema de nível

O exemplo que segue faz a modelagem e identificação de um processo real em
escala laboratorial de transferência de líquido entre dois tanques por uma bomba, como
ilustrado na Figura 11. O processo é descrito por Lindskog (1996), Hellendoorn e Driankov
(1997). A saída 𝑦 é o nível de água no tanque (centímetros) e a entrada 𝑢 é a tensão (Volts)
aplicada ao sistema que bombeia a água para o tanque superior.

Figura 11 – Sistema de Nível.

A vazão de entrada (𝑞𝑖𝑛) de um determinado fluido no processo de nível é definida
por

𝑞𝑖𝑛 = 𝑘𝑉 (𝑡)

na qual V(t) é a tensão de acionamento aplicada a servo-bomba do processo, 𝑘 é uma
constante de proporcionalidade relacionada com a tensão u(t) de comando do driver da
bomba de recalque.

A vazão de saída (𝑞𝑜𝑢𝑡) do sistema é dada por

𝑞𝑜𝑢𝑡 = 𝑎𝑜𝑢𝑡

√︁
2𝑔𝑦(𝑡)

na qual 𝑎𝑜𝑢𝑡 é a área da tubulação de saída, 𝑔 é a aceleração da gravidade e 𝑦(𝑡) é o nível
do líquido no tanque no instante 𝑡. Assim, a equação que define o nível do tanque em um
instante de tempo 𝑡 é dada por

𝑦(𝑡) = 𝑦(0) + 1
𝐴

∫︁ 𝑡

0
(𝑞𝑖𝑛(𝜏) − 𝑞𝑜𝑢𝑡(𝜏))𝑑𝜏 (4.2)

na qual 𝐴 é a área transversal do reservatório. O sistema em estudo é considerado
não linear uma vez que sua vazão de saída é função de √

𝑦 e a saturação do nível mínimo
em 𝑦 se dá devido a diferença de altura entre a posição do orifício de escoamento e a base
do tanque.

Dois conjuntos de dados foram obtidos por Lindskog (1996), um para identificação
e outro para validação, cada um contendo 1000 pares de dados de entrada e saída amos-
trados a uma taxa de 1 segundo. Os dados utilizados no processo de identificação podem
ser observados na Figura 12.
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Figura 12 – Dados de identificação do sistema de nível.

Os dados utilizados no processo de validação podem ser observados na Figura 13

0 200 400 600 800 1000

5

10

15

20

25

30

Saída

N
ív

el
 [c

m
]

0 200 400 600 800 1000
4

4.5

5

5.5

6

6.5

Entrada 

S
in

al
 d

e 
C

om
an

do
 [v

ol
t]

Amostras

Figura 13 – Dados de validação do sistema de nível.

4.2.1.1 Otimização não linear

A Tabela 1 apresenta os resultados para o melhor modelo encontrado, trazendo
também os dados dos parâmetros 𝛾 inicial (antes da aplicação da otimização não linear)
e final, bem como o valor do erro quadrático médio (EQM) para o modelo utilizando os
dados de validação.
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Tabela 1 – Modelo com melhor EQM para o sistema de nível líquido.

ϒ inicial ϒ final EQM

ϒ = [ 0, 5000 ] ϒ = [ 0, 8167 ] 0, 3089

O valor do polo inicial associado ao valor de ϒ inicial é 𝑝1 = 0, 5000 e o valor do
polo final, referente ao vetor ϒ apresentado na Tabela 1 após o processo de otimização é
𝑝1 = 0, 8167. São apresentados na Tabela 2 o número de funções ortonormais (NF) dos
modelos GOBF-RBF, o número de polos (NP) das funções e o número de clusters ou
centros das funções radiais (NC) e o número total de parâmetros otimizados (TP).

Tabela 2 – Informações do modelo GOBF-RBF para o sistema de nível líquido.

NF NP NC TP

8 1 4 70

A estrutura do modelo proposto para o sistema em estudo pode ser dado, de forma
semelhante ao da Figura 9, pela Figura 14.

G1 G3 G4

+

w1 w2 w4

w0

Camada oculta 

com 4 funções 

de base radial

Camada de 

entrada

Camada de 

saída

1

ŷ

ψ2(k)ψ1(k)

u(k)

G2

ψ4(k)ψ3(k) ψ6(k)ψ5(k) ψ8(k)ψ7(k)

w3

Gb Gb Gb Gb Gb Gb Gb Gb

Ψ(k+1) = AfΨ(k)+Bfu(k)

Figura 14 – Estrutura do modelo GOBF-RBF para o sistema de nível líquido.
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A Figura 15 apresenta a saída do modelo GOBF-RBF apresentado nas tabelas
anteriores para os dados de validação.
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Figura 15 – Resposta do modelo selecionado pelo EQM para os dados de validação do
sistema de nível utilizando a otimização não linear.

A tabela 3 apresenta os resultados obtidos para o sistema de nível líquido obtido
por Machado (2011) para outras estruturas que também utilizam GOBFs.

Tabela 3 – Comparação da resposta do modelo do nível líquido com outras estruturas.

Tipo de modelo EQM
GOBF-RBF 0, 3089
Volterra-GOBF (MACHADO, 2011) 0, 8877
Volterra-GOBF Direções Independentes (MACHADO, 2011) 0, 7793

Como pode ser observado pela Figura 15 e pela análise do EQM do modelo obtido
para os dados de validação, a metodologia proposta foi capaz de obter um modelo para
representar o sistema não linear de nível líquido com uma boa exatidão.

Nota-se, no entanto, que a quantidade de parâmetros do modelo é muito elevada.
O que pode ser problemático em algumas aplicações. Porém, observando as respostas
dos demais modelos obtidos (Tabela 4), existem modelos de boa qualidade que poderiam
acabar sendo descartados caso o critério de escolha se baseasse unicamente no EQM.

Com isso em mente, faz-se uma análise do ponto de vista dos chamados critérios de
informação (mais detalhes podem ser encontradas no Apêndice B). Calcula-se o critério
de informação de Akaike (AIC) e de Bayes (BIC) para uma análise mais aprofundada
das estruturas obtidas. O modelo com menor valor de critério de informação seria o mais
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indicado para representar o sistema tendo em vista sua exatidão e parcimoniedade. Os
resultados são apresentados na Tabela 4.

Tabela 4 – Modelos GOBF-RBF para o sistema de nível.

NF NP NC TP EQM AIC BIC

3 1 3 23 0.3614 −9.7180.102 −8.5792.102

4 1 3 29 0.3720 −9.3091.102 −7.8858.102

6 1 3 41 0.3714 −9.0858.102 −7.0736.102

8 1 4 70 0.3089 −1.0347.103 −6.9115.102

2 2 3 30 0.3445 −1.0055.103 −8.5730.102

Como observado na Tabela 4, a escolha do modelo pelo EQM diverge do apontado
pelo BIC, mas é o mesmo escolhido pelo AIC. A resposta do modelo indicado pelo BIC
para os dados de validação podem ser observados na Figura 16.
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Figura 16 – Resposta do modelo selecionado pelo BIC para os dados de validação do
sistema de nível utilizando a otimização não linear.

A resposta do modelo com menor BIC, apesar de maior valor de EQM, representa o
sistema satisfatoriamente com menos da metade do número de parâmetros. Vale salientar
que o uso dos critérios de informação não é a única abordagem para a escolha de estruturas
(NELLES, 2001; AGUIRRE, 2007b), e que para um mesmo conjunto de modelos é possível
que critérios de informação diferentes não concordem.
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4.2.1.2 Otimização pelo QPSO

O procedimento do otimização pelo QPSO foi realizado nas duas estruturas sele-
cionadas na seção anterior (a de melhor EQM e de menor BIC). É importante frisar que,
mesmo variando os parâmetros e aumentando o número máximo de iterações para valores
acima de 10000, o algoritmo PSO convencional (incluindo os modelos alternativos apre-
sentados no capítulo anterior) não foi capaz de obter resultados satisfatórios. Uma das
possíveis causas é o grande número de parâmetros a serem otimizados e o fato das funções
objetivo serem multimodais. Porém, o algoritmo QPSO foi capaz de encontrar resultados
satisfatórios, sem a necessidade de recorrer para estruturas multi-swarms (BLACKWELL;
BRANKE, 2004) ou técnicas multiobjetivo (COELLO; LECHUNGA, 2002).

Os parâmetros utilizados no algoritmo encontram-se na Tabela 5.

Tabela 5 – Parâmetros do QPSO para o sistema de nível.

no de partículas no máx. de passos 𝛼 precisão

50 2000 1, 2 → 0, 8 10−5

A Tabela 6 apresenta o EQM, AIC e BIC para esses modelos.

Tabela 6 – Modelos GOBF-RBF para o sistema de nível.

NF NP NC TP EQM AIC BIC

8 1 4 70 0, 6048 −3, 6285.102 −1, 9311.101

3 1 3 23 0, 3794 −9, 2328.102 −8, 1040.102

A Figura 17 apresenta o comportamento do modelo de melhor EQM obtido pela
otimização não linear para os dados de validação.
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Figura 17 – Resposta do modelo com 1 polo e 8 funções na base otimizado pelo QPSO
para os dados de validação do sistema de nível.

O comportamento do algoritmo ao longo das iterações pode ser observado na
Figura 18.
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Figura 18 – Comportamento do algoritmo QPSO para o modelo com 1 polo e 8 funções
na base para o sistema de nível.

A Figura 19 apresenta o comportamento do modelo de melhor BIC para os dados
de validação.
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Figura 19 – Resposta do modelo com 1 polo e 3 funções na base otimizado pelo QPSO
para os dados de validação do sistema de nível.

O comportamento do algoritmo ao longo das iterações pode ser observado na
Figura 20.
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Figura 20 – Comportamento do algoritmo QPSO para o modelo com 1 polo e 3 funções
na base para o sistema de nível.

Como pode-se observar pelos resultados, a metodologia baseada no QPSO obteve
uma resposta satisfatória, porém inferior à obtida pela otimização não linear. A resposta
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obtida para a estrutura com mais parâmetros (selecionada pelo EQM) apresentou-se muito
inferior a estrutura selecionada pelo BIC, mesmo que em ambos os casos o mean fitness
tenha se estabilizado dentro da janela de iterações proposta. Pode-se indicar como motivo
para tal comportamento, o elevado número de parâmetros a serem otimizados. É possível
que com mais iterações ou mais partículas obtenha-se uma resposta mais próxima à obtida
pela otimização não linear.

4.2.2 Modelo racional NARX

No exemplo aqui apresentado utiliza-se um sistema não linear que exibe compor-
tamentos dinâmicos distintos em diferentes regiões da zona de operação (LAZAR, 2001).

𝑦(𝑘) = 2, 5𝑦(𝑘 − 1)𝑦(𝑘 − 2)
1 + 𝑦(𝑘 − 1)2 + 𝑦(𝑘 − 2)2 + 0, 3 cos (0, 5(𝑦(𝑘 − 1) + 𝑦(𝑘 − 2))) + 1, 2𝑢(𝑘 − 1).

(4.3)

O processo de identificação e a posterior validação do modelo obtido foi feito com
base em um conjunto de dados obtidos da simulação do sistema pela obtenção de 300
pares de amostras de entrada e saída, com entradas variando entre 0 e 2 em degraus
aleatórios de distribuição uniforme e duração de 10 amostras. A Figura 21 apresenta os
dados de entrada e saída utilizados no processo de estimação do modelo. De forma seme-
lhante ao exemplo anterior, variou-se o número de polos e blocos de funções ortonormais
utilizadas com a finalidade de obter-se um modelo de qualidade sem conhecimento prévio
das características dinâmicas deste.
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Figura 21 – Dados de identificação do sistema NARX.

Os dados utilizados no processo de validação pode ser observados na Figura 22.
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Figura 22 – Dados de validação do sistema NARX.

4.2.2.1 Otimização não linear

O mesmo procedimento apresentado no exemplo anterior foi aplicado para o sis-
tema NARX. A Tabela 7 apresenta o número de funções ortonormais (NF), o número
de polos (NP), o número de centros (clusters) da rede neural aplicada e o número de
parâmetros totais estimados e otimizados do modelo (TP), o EQM, AIC e BIC para os
melhores modelos obtidos (EQM’s obtidos a partir dos dados de validação).

Tabela 7 – Modelos GOBF-RBF para o sistema NARX.

NF NP NC TP EQM AIC BIC

1 1 2 8 9, 0105.10−3 −1, 3968103 −1, 3549.103

1 3 3 25 5, 7032.10−3 −1, 5000.103 −1, 3689.103

4 2 16 275 5, 2868.10−4 −1, 7135.103 −2.7138.102

A Tabela 8 apresenta os valores iniciais e finais de 𝛾𝑖 para o modelo com melhor
EQM obtido.

Tabela 8 – Modelo com melhor EQM para o modelo racional NARX.

ϒ inicial ϒ final EQM
ϒ = [ 0.5000 0.5000 ] ϒ = [ 0, 5913 0, 0656 ] 5, 2868.10−4

O valor dos polos iniciais associados aos valores do vetor ϒ inicial são 𝑝1 = −0, 5931
e 𝑝2 = 0, 8431, o valor do polos finais, referentes ao vetor ϒ apresentado na Tabela 8 após
o processo de otimização são 𝑝1 = −0, 1005 e 𝑝2 = 0, 6530.
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A Figura 23 apresenta a saída do modelo GOBF-RBF apresentado nas tabelas
anteriores para os dados de validação do modelo racional NARX para o modelo com
melhor EQM.
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Figura 23 – Resposta do modelo selecionado pelo BIC para os dados de validação do
sistema NARX, utilizando a otimização não linear.

A tabela 9 apresenta os resultados obtidos por Machado (2011) para o sistema
NARX utilizando outras estruturas com GOBFs.

Tabela 9 – Comparação da resposta do modelo NAXR com outras estruturas.

Tipo de modelo EQM
GOBF-RBF 5, 2868.10−4

Volterra-GOBF (MACHADO, 2011) 1, 0730.10−3

Volterra-GOBF Direções Independentes (MACHADO, 2011) 8, 3425.10−4

Como observado pela resposta do modelo com melhor EQM e pela comparação
apresentada na Tabela 9, a metodologia proposta foi capaz de obter uma representação
com boa exatidão do sistema em estudo.

Realizando-se a mesma análise feita para o exemplo exemplo anterior relativa a
parcimoniedade dos modelos, a Figura 24 apresenta a saída do modelo GOBF-RBF com
menor BIC para os dados de validação do modelo racional NARX.
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Figura 24 – Resposta do modelo selecionado pelo BIC para os dados de validação do
sistema NARX, utilizando a otimização não linear.

Como pode ser notado, a dinâmica do modelo com menor BIC apresenta alguns
problemas, mas ainda assim é capaz de representar o sistema com relativa exatidão.
Conclui-se que a seleção do modelo tendo em vista sua parcimoniedade deve ser analisada
com cautela. É importante considerar o objetivo da modelagem, uma vez que determi-
nadas dinâmicas não representadas corretamente podem ser cruciais para o projeto em
desenvolvimento.

4.2.2.2 Otimização pelo QPSO

O procedimento do otimização pelo QPSO foi realizado nas duas estruturas seleci-
onadas na seção anterior (a de melhor EQM e de melhor BIC). Os parâmetros utilizados
no algoritmo encontram-se na Tabela 10.

Tabela 10 – Parâmetros do QPSO para o sistema NARX.

no de partículas no máx. de passos 𝛼 precisão

50 5000 1, 2 → 0, 8 10−5

A Tabela 11 apresenta o EQM, AIC e BIC para esses modelos.
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Tabela 11 – Modelos GOBF-RBF para o sistema de nível.

NF NP NC TP EQM AIC BIC

1 3 3 25 8, 5268.10−3 −1, 3794.103 −1, 2868.103

4 2 16 275 2, 4160.10−2 −1.0089.103 −8, 0891.102

A Figura 25 apresenta o comportamento do modelo de melhor EQM obtido pela
otimização não linear para os dados de validação.
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Figura 25 – Resposta do modelo com 2 polos e 4 funções na base para os dados de vali-
dação do sistema de nível.

O comportamento do algoritmo ao longo das iterações pode ser observado na
Figura 26.
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Figura 26 – Comportamento do algoritmo QPSO para o modelo com 2 polos e 4 funções
na base para o sistema de nível.

A Figura 27 apresenta o comportamento do modelo de melhor BIC para os dados
de validação.
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Figura 27 – Resposta do modelo com 3 polos e 1 função na base para os dados de validação
do sistema NARX.

O comportamento do algoritmo ao longo das iterações pode ser observado na
Figura 28.



Capítulo 4. Resultados 72

0 1000 2000 3000 4000 5000
0

0.05

0.1

0.15

0.2

Iterações

B
es

t F
itn

es
s

0 1000 2000 3000 4000 5000
0

0.1

0.2

0.3

0.4

Iterações

M
ea

n 
F

itn
es

s

Figura 28 – Comportamento do algoritmo QPSO para o modelo com 3 polos e 1 função
na base para o sistema NARX.

Os resultados obtidos pelo QPSO para o modelo NARX foram insatisfatórios. No
entanto, algumas conclusões sobre o processo de otimização podem ser realizadas. Apesar
da enorme quantidade de parâmetros da estrutura com melhor EQM, o QPSO foi capaz
de obter um modelo de boa qualidade para os dados de treinamento, porém a resposta do
modelo para os dados de validação diverge justamente em dinâmicas não contempladas
nos dados de treinamento, o que indicaria um sobretreinamento da rede.

Na estrutura com melhor BIC pela otimização não linear, nota-se que o QPSO
não foi capaz de parametrizar a dinâmica do sistema. Analisando-se o comportamento do
mean fitness, uma possibilidade seria aumentar o número máximo de passos do algoritmo,
porém, a fim de se manter a isonomia para uma comparação coerente dos procedimentos,
optou-se por limitar os passos como apresentado.

4.2.3 Modelo de um sistema de levitação magnética

Sistemas de levitação magnética são utilizados para levitar objetos com caracterís-
ticas magnéticas sem contato mecânico. Essa tecnologia é aplicada com sucesso em trens
de levitação magnética, nos quais, devido à ausência de atrito, tem-se uma redução de
perdas de energia por fricção no processo de transporte (AHMAD; JAVAID, 2010). Além
de trens de alta velocidade (LIM et al., 2013; SHU; MEISINGER, 2011), esta tecnologia
também é aplicada em sistemas de posicionamento de alta precisão (CHEUNG et al.,
2009) e outras áreas. Os processos associados a sistemas de levitação magnética consti-
tuem modelos com características não lineares, instáveis em malha aberta e de dinâmicas
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rápidas. Assim, se faz necessário a obtenção de modelos com exatidões adequadas com o
propósito de simular sistemas reais de levitação e projetar malhas de controle eficientes
associadas aos processos correspondentes (SUSTER; JADLOVSKA, 2012). A maioria das
técnicas convencionais de modelagem ou identificação de sistemas utiliza procedimentos
de linearização com a finalidade de facilitar a obtenção dos modelos matemáticos associ-
ados. Entretanto, pode haver perdas de informações de algumas características reais do
processo.

A Figura 29 ilustra um sistema de levitação magnética, no qual 𝑚 é a massa
do corpo levitado (por exemplo, uma esfera de metal), 𝑥𝑏 é a distância do corpo até o
eletroímã de levitação, 𝑖𝑐 é a corrente na bobina do imã, 𝐹𝑚 a força magnética exercida
sobre a esfera pelo campo gerado pela bobina do processo.

mg

Fmxb

ic

Figura 29 – Sistema de Levitação Magnética.

Aplicando a segunda lei de Newton tem-se

𝐹𝑒𝑥𝑡 = 𝐹𝑔 − 𝐹𝑚. (4.4)

no qual 𝐹𝑒𝑥𝑡 é a resultante das forças aplicadas sobre o corpo, 𝐹𝑔 é a força da gravidade
e 𝐹𝑚 é a força eletromagnética exercida sobre a esfera pelo campo magnético criado pela
bobina. A força magnética 𝐹𝑚 é dada por (4.5), cuja 𝐾𝑚 é uma constante de proporcio-
nalidade.

𝐹𝑚 = 𝐾𝑚𝑖𝑐(𝑡)2

2𝑥2
𝑏

(4.5)

A força exercida pela gravidade é dada por

𝐹𝑔 = 𝑚𝑔. (4.6)

Combinando as equações anteriores tem-se a equação diferencial não linear de mo-
delagem expressa por (4.7). Nota-se no modelo resultante, que a informação da aceleração
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do corpo levitado depende do quadrado do valor da corrente que energiza a bobina do
eletroímã, e do inverso do valor quadrático da distância entre o objeto levitado e a borda
da bobina de campo do processo. No modelo matemático apresentado não foram consi-
deradas outras características não lineares que ocorrem na prática, como a saturação do
campo magnético gerado pela bobina em função da corrente de energização, assim como
dispersões do campo em relação à geometria do solenoide utilizado. Estas características
adicionais não possuem modelagens triviais, limitando a representação do modelo expresso
por (4.7).

𝑚�̈�𝑏 = 𝑚𝑔 − 𝐾𝑚𝑖𝑐(𝑡)2

2𝑥2
𝑏

(4.7)

Neste contexto, foi realizada a aquisição de dados com uma taxa de amostragem
de 0,1 segundos de um sistema de levitação magnética real em escala laboratorial. Para
tanto, este foi estabilizado e o setpoint (posição desejada) foi utilizado como entrada para
fins de identificação e a posição medida da esfera de metal como variável de saída. Foram
obtidos dois conjuntos de dados, um para identificação e um segundo reservado para
posterior validação. A Figura 30 apresenta o sistema real a ser modelado.

Figura 30 – Sistema de levitação magnética real a ser identificado (QUANSER, 2012).

O conjunto de dados utilizados para identificação pode ser observado na Figura
31.
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Figura 31 – Dados de identificação do sistema de levitação magnética.

Os dados utilizados no processo de validação podem ser observados na Figura 32
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Figura 32 – Dados de identificação do sistema de levitação magnética.

4.2.3.1 Otimização não linear

O mesmo procedimento apresentado no exemplo anterior foi aplicado para o sis-
tema de levitação magnética. A Tabela 12 apresenta o número de funções ortonormais
(NF), o número de polos (NP), o número de centros (clusters) da rede neural aplicada e
o número de parâmetros totais estimados e otimizados do modelo (TP), o EQM, AIC e
BIC para os melhores modelos obtidos (EQM’s obtidos a partir dos dados de validação).
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Tabela 12 – Modelos GOBF-RBF para o sistema de levitação magnética.

NF NP NC TP EQM AIC BIC

3 2 2 29 0, 2197 −93, 5492 13, 8605
4 2 2 37 0, 2055 −84, 2309 52, 8090
2 3 2 30 0, 2432 −81, 3871 29, 7264
3 3 6 118 0, 1758 62, 1592 499, 2055
1 4 3 32 0, 2980 −57.0662 61, 4549

A Tabela 13 apresenta os valores iniciais e finais de 𝛾𝑖 para o modelo com melhor
EQM.

Tabela 13 – Modelo com melhor EQM para o sistema de levitação magnética.

ϒ inicial ϒ final EQM

ϒ = [ 0.5000 0.5000 0.5000 ] ϒ = [ −0, 1843 0, 5579 0, 9375 ] 0, 0105

O valor dos polos iniciais associados aos valores do vetor ϒ inicial são 𝑝1 = 0, 9495
e 𝑝2 = −0, 4748 ± 0, 5488𝑖, o valor do polos finais, referentes ao vetor ϒ apresentado na
Tabela 13, após o processo de otimização são 𝑝1 = 0, 9908 e 𝑝2 = 0, 7977 ± 0, 5568𝑖. A
Figura 33 apresenta a saída do modelo GOBF-RBF com melhor EQM para os dados de
validação do sistema de levitação magnética.
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Figura 33 – Resposta do modelo selecionado pelo EQM para os dados de validação do
sistema de levitação magnética, utilizando a otimização não linear.

Como pode ser observado pela Figura 33 e pelo EQM do modelo obtido para
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os dados de validação, foi possível representar o sistema de levitação magnética com a
metodologia proposta com boa exatidão.

Novamente o modelo selecionado pelo BIC difere do selecionado considerando ape-
nas o EQM. A Figura 34 apresenta a resposta do modelo com menor BIC para os dados
de validação
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Figura 34 – Resposta do modelo selecionado pelo BIC para os dados de validação do
sistema de levitação magnética, utilizando a otimização não linear.

Para o conjunto de soluções obtido para o sistema de levitação magnética, a análise
da parcimoniedade da estrutura se torna crítica, uma vez que o modelo com menor BIC
é capaz de representar a com apenas um quarto dos parâmetros do modelo com menor
EQM.

4.2.3.2 Otimização pelo QPSO

O procedimento do otimização pelo QPSO foi realizado nas duas estruturas seleci-
onadas na seção anterior (a de melhor EQM e de melhor BIC). Os parâmetros utilizados
no algoritmo encontram-se na Tabela 14.

Tabela 14 – Parâmetros do QPSO para o sistema de levitação magnética.

no de partículas no máx. de passos 𝛼 precisão

50 2000 1, 2 → 0, 8 10−3

A Tabela 15 apresenta o EQM, AIC e BIC para esses modelos.
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Tabela 15 – Modelos GOBF-RBF para o sistema de levitação magnética.

NF NP NC TP EQM AIC BIC

3 2 2 29 0, 2750 −71, 0984 36, 3113
3 3 6 118 0, 3827 139, 9496 576, 9959

A Figura 35 apresenta o comportamento do modelo de melhor EQM obtido pela
otimização não linear para os dados de validação.
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Figura 35 – Resposta do modelo com 3 polos e 2 funções na base para os dados de vali-
dação do sistema de levitação magnética.

O comportamento do algoritmo ao longo das iterações pode ser observado na
Figura 36.
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Figura 36 – Comportamento do algoritmo QPSO para o modelo com 3 polos e 2 funções
na base para o sistema de levitação magnética.

A Figura 37 apresenta o comportamento do modelo de melhor BIC para os dados
de validação.
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Figura 37 – Resposta do modelo com 3 polos e 3 funções na base otimizado pelo QPSO
para os dados de validação do sistema de levitação magnética.

O comportamento do algoritmo ao longo das iterações pode ser observado na
Figura 38.
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Figura 38 – Comportamento do algoritmo QPSO para o modelo com 3 polos e 3 funções
na base para o sistema de levitação magnética.

Como pode-se observar pelos resultados, a metodologia baseada no QPSO obteve
uma resposta satisfatória, porém inferior à obtida pela otimização não linear. Nota-se
também, que o algoritmo comporta-se melhor quando o número de parâmetros a serem
otimizados é menor, ou seja, a resposta se aproxima mais do método de otimização não
linear.

4.3 Simulação de Monte Carlo
A fim de analisar a robustez da metodologia proposta e sua capacidade de con-

vergência sob a hipótese de inicializações aleatórias dos polos, desenvolveu-se algumas
simulações de Monte Carlo.

Duas estruturas de modelo do sistema de nível e duas do sistema de levitação
magnética foram selecionadas (uma com o melhor EQM e outra com o melhor BIC) e 100
inicializações aleatórias uniformemente distribuídas dos polos foram realizadas.

Os resultados das simulações para o sistema de nível para o procedimento envol-
vendo a otimização não linear encontram-se na Tabela 16. Os valores de EQM apresen-
tados nessa foram obtidos a partir da resposta do modelo para os dados de validação.
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Tabela 16 – Resultados da simulação de Monte Carlo para o sistema de nível usando a
otimização não linear.

Modelo EQM (Médio) EQM (desvio padrão) Melhor EQM Pior EQM

NF=8 NP=1 0, 3318 0, 0382 0, 2998 0, 4307
NF=3 NP=1 0, 3656 0, 0518 0, 3104 0, 4611

As Figuras 39a e 39b apresentam, na forma de histograma, as distribuições para
as simulações realizadas.
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Figura 39 – Histograma das simulações de Monte Carlo para o sistema de nível.

Os resultados das simulações para o sistema de levitação magnética encontram-se
na Tabela 17. Da mesma forma que anteriormente, os valores de EQM apresentados nessa
foram obtidos a partir da resposta do modelo para os dados de validação.

Tabela 17 – Resultados da simulação de Monte Carlo para o sistema de levitação magné-
tica usando a otimização não linear.

Modelo EQM (Médio) EQM (desvio padrão) Melhor EQM Pior EQM

NF=3 NP=3 0, 2655 0, 0512 0, 1536 0, 3725
NF=3 NP=2 0, 2944 0, 0556 0, 1771 0, 4032

As Figuras 40a e 40b apresentam, na forma de histograma, as distribuições para
as simulações realizadas para o sistema de levitação magnética.
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Figura 40 – Histograma das simulações de Monte Carlo para o sistema de levitação mag-
nética.

Os resultados apresentados demonstram que a metodologia proposta para a oti-
mização não linear é eficaz mesmo sob a suposição de inicializações aleatórias dos polos.
Possibilitando ainda que, uma vez obtido um conjunto de modelos com mesma estrutura,
pode-se escolher entre eles o com melhor exatidão.
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5 Comentários Finais, Conclusões e Contri-
buições

Desenvolveu-se neste trabalho a modelagem de sistemas dinâmicos não lineares
através de base de funções ortonormais generalizadas (GOBF) com funções internas em
uma estrutura modificada aliada a redes de funções de base radial (RBF). A abordagem
foi capaz de representar sistemas dinâmicos não lineares a partir de sinais medidos ou
simulados de entrada e saída desses.

A principal contribuição desta tese constituiu-se em apresentar procedimentos sis-
temáticos de otimização e ajuste fino dos parâmetros dos modelos não lineares baseados
na estrutura GOBF-RBF em estudo, tendo em vista os resultados apresentados em ou-
tros trabalhos (OLIVEIRA et al., 2011; CAMPELLO; AMARAL, 2002; MACHADO,
2011; MEDEIROS; AMARAL; CAMPELLO, 2006; CAMPELLO; OLIVEIRA; AMA-
RAL, 2007). O modelo GOBF-RBF em estudo é capaz de manter as características van-
tajosas da modelagem de sistemas dinâmicos por BFO e agregar as capacidades de apro-
ximação universal das redes com funções de base radial, com vantagens para aplicações
de controle baseado em modelos quando comparada a técnicas semelhantes citadas na
literatura.

O processo de identificação de sistemas dos exemplos estudados foi realizado se-
guindo a abordagem proposta. Inicialmente definem-se os valores iniciais dos parâmetros
𝛾 das GOBFs que se relacionam diretamente com os polos das mesmas. Com as saídas
dos filtros dessas GOBFs e as saídas esperadas do sistema a ser modelado aplica-se a
técnica Fuzzy C-means aliada ao Subtractive Clustering, garantindo-se um número ótimo
de clusters e com densidades apropriadas. Com os dados dos clusters, determina-se os
parâmetros das RBFs (centros, desvios padrão e pesos da camada de saída), obtendo-se
um modelo inicial não refinado. Foram apresentadas duas sugestões para o ajuste fino dos
parâmetros do modelo, um com base no cálculo dos gradientes e a técnica de otimização
não linear de Levenberg-Marquardt, que constitui outra contribuição do trabalho, e outro
utilizando o método metaheurístico QPSO.

Os resultados mostraram que, apesar das qualidade das respostas obtidas pelos
refinamentos realizados via QPSO, os obtidos pela otimização não linear se mostraram
superiores. A otimização não linear, porém, se vale do uso dos gradientes exatos obtidos,
o que torna o método mais complexo, exigindo um melhor entendimento da estrutura em
análise.

Entre as perspectivas para trabalhos futuros relacionados ao tema estudado apontam-
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se:

∙ Análise de uma possível melhoria da performance dos resultados obtidos pelo QPSO
pela divisão do processo em dois laços de otimização aninhados. O primeiro otimi-
zaria apenas os polos da estrutura linear formada pelas GOBFs e o segundo, os
parâmetros da rede RBF. Vale frisar, no entanto, o possível aumento do já elevado
custo computacional que essa proposta traria;

∙ Estudar a capacidade de aproximação da arquitetura estudada, ou seja, quais tipos
de moledos dinâmicos não lineares podem ser aproximados por esta;

∙ Estudo do uso de técnicas multiobjetivo para determinação da estrutura e seus parâ-
metros. Destaca-se entre essas, tendo em vista os estudos já realizados no trabalho,
o chamado MOPSO (COELLO; LECHUNGA, 2002);

∙ Utilização dos modelos aqui obtidos aliados a técnicas de controle a fim de sintetizar
controladores baseados em modelos.
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APÊNDICE A – Cálculos Analíticos dos
Gradientes para as Funções Generalizadas

Para o cálculo dos gradientes analíticos utiliza-se o modelo de estados descrito pela
equação (2.24) e representado por

Ψ(𝑘 + 1) = 𝐴𝑓Ψ(𝑘) +𝐵𝑓𝑢(𝑘), (A.1)

na qual Ψ(𝑘) é formado por 𝑛 * 𝑛𝑏 saídas das funções de base.

Desenvolvendo-se o modelo (A.1) é possível verificar que a solução de Ψ(𝑘) é dada
por

Ψ(𝑘) = 𝐴𝑘
𝑓Ψ(0) +

𝑘−1∑︁
𝑖=0

𝐴𝑖𝐵𝑓𝑢(𝑘 − 1 − 𝑖). (A.2)

O gradiente de Ψ(𝑘) com relação aos parâmetros 𝛾𝑙 é dado por

𝜕Ψ(𝑘)
𝜕𝛾𝑙

=
𝜕𝐴𝑘

𝑓

𝜕𝛾𝑙

Ψ(0) +
𝑘−1∑︁
𝑖=0

(
𝜕𝐴𝑖

𝑓

𝜕𝛾𝑙

𝐵𝑓 + 𝐴𝑖
𝑓

𝜕𝐵𝑓

𝜕𝛾𝑙

)𝑢(𝑘 − 1 − 𝑖), (A.3)

sendo 𝜕𝐴𝑖
𝑓

𝜕𝛾𝑙
dada por

𝜕𝐴𝑖
𝑓

𝜕𝛾𝑙

=
𝑘∑︁

𝑗=1
𝐴𝑗−1

𝑓

𝜕𝐴𝑖
𝑓

𝜕𝛾𝑙

𝐴𝑘−𝑗
𝑓 . (A.4)

Como as matrizes 𝐴𝑓 e 𝐵𝑓 dependem de 𝐴𝑏 e 𝐵𝑏 deve ser obtido também os
gradientes dessas funções para o cálculo dos gradientes anteriores. Para a matriz 𝐴𝑏 tem-
se que sua derivada com relação a 𝛾𝑙 é dada por

𝜕𝐴𝑏

𝜕𝛾𝑙

=

⎡⎢⎢⎢⎢⎢⎢⎢⎢⎢⎢⎣

𝑑𝑎1,1 𝑑𝑎1,2 𝑑𝑎1,3 · · · 𝑑𝑎1,𝑛𝑏

𝑑𝑎2,1 𝑑𝑎2,2 𝑑𝑎2,3 · · · 𝑑𝑎2,𝑛𝑏

𝑑𝑎3,1 𝑑𝑎3,2 𝑑𝑎3,3 · · · 𝑑𝑎3,𝑛𝑏

... ... ... . . . ...
𝑑𝑎𝑛𝑏,1 𝑑𝑎𝑛𝑏,2 𝑑𝑎𝑛𝑏,3 · · · 𝑑𝑎𝑛𝑏,𝑛𝑏

⎤⎥⎥⎥⎥⎥⎥⎥⎥⎥⎥⎦
(A.5)

na qual os termos 𝑑𝑎𝑖,𝑗, com 𝑖 sendo a linha que ao qual o elemento pertence e 𝑗 a coluna,
são definidos por:
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∙ Para 𝑖 = 1 os elementos são:

– Para 𝑙 = 1:
𝑑𝑎1,𝑗 = 1, para 𝑗 = 1

𝑑𝑎1,𝑗 = −𝛾1(1 − 𝛾1)−1/2𝛾𝑗

𝑗−1∏︀
𝑘=2

√︁
1 − 𝛾2

𝑘, para 𝑗 = 2, . . . , 𝑛𝑏.

– Para 𝑙 = 2, . . . , 𝑛𝑏:
𝑑𝑎1,𝑗 = 0, para 𝑗 = 1

𝑑𝑎1,𝑗 = −𝛾𝑙(1 − 𝛾𝑙)−1/2𝛾𝑗

𝑗−1∏︀
𝑘=2
𝑘 ̸=𝑙

√︁
1 − 𝛾2

𝑘, para 𝑙 < 𝑗.

𝑑𝑎1,𝑗 =
𝑗−1∏︀
𝑘=1

√︁
1 − 𝛾2

𝑘 , para 𝑗 = 1

𝑑𝑎1,𝑗 = 0, para 𝑙 > 𝑗;

∙ Para 𝑖 = 2, . . . , 𝑛𝑏 os elementos são:

– Para 𝑙 < 𝑖− 1:
𝑑𝑎𝑖,𝑗 = 0;

– Para 𝑙 < 𝑖− 1:

𝑑𝑎𝑖,𝑗 = −𝛾𝑙(1 − 𝛾2
𝑗 )−1/2, para 𝑗 = 𝑖− 1;

𝑑𝑎𝑖,𝑗 = −𝛾𝑗, para 𝑗 = 𝑖;

𝑑𝑎𝑖,𝑗 = −𝛾𝑗

𝑗−1∏︀
𝑘=𝑖

√︁
1 − 𝛾2

𝑘, para 𝑗 = 𝑖+ 1, . . . , 𝑛𝑏;

𝑑𝑎𝑖,𝑗 = 0, para os demais elementos

– Para 𝑙 = 𝑖 e 𝑙 ̸= 𝑛𝑏:

𝑑𝑎𝑖,𝑗 = 0, para 𝑗 = 𝑖− 1;

𝑑𝑎𝑖,𝑗 = −𝛾𝑗−1, para 𝑗 = 𝑖;
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𝑑𝑎𝑖,𝑗 = −𝛾𝑖−1𝛾𝑗𝛾𝑙(1 − 𝛾2
𝑙 )1/2

𝑗−1∏︀
𝑘=𝑖
𝑘 ̸=𝑙

√︁
1 − 𝛾2

𝑘, para 𝑗 = 𝑖+ 1, . . . , 𝑛𝑏;

𝑑𝑎𝑖,𝑗 = 0, para os demais elementos

– Para 𝑙 = 𝑛𝑏:

𝑑𝑎𝑖,𝑗 = 0, para 𝑗 = 𝑖− 1;

𝑑𝑎𝑖,𝑗 = −𝛾𝑗−1, para 𝑗 = 𝑖 e 𝑖 = 𝑛𝑏;

𝑑𝑎𝑖,𝑗 = −𝛾𝑖−1
𝑗−1∏︀
𝑘=𝑖

√︁
1 − 𝛾2

𝑘, para 𝑗 = 𝑛𝑏 e 𝑖 ̸= 𝑛𝑏;

𝑑𝑎𝑖,𝑗 = 0, para os demais elementos.

A matriz 𝐵𝑏 do modelo (2.24) é definida por

𝜕𝐵𝑏

𝜕𝛾𝑙

=

⎡⎢⎢⎢⎢⎢⎢⎢⎢⎢⎢⎣

𝑑𝑏1,1

𝑑𝑏2,1

𝑑𝑏3,1
...

𝑑𝑏𝑛𝑏,1

⎤⎥⎥⎥⎥⎥⎥⎥⎥⎥⎥⎦
, (A.6)

cujos parâmetros são dados por

∙ Para 𝑖 = 1 os elementos são:

– Para 𝑙 = 1, . . . , 𝑛𝑏:

𝑑𝑏1,1 = 𝛾𝑙(1 − 𝛾2
𝑙 )−1/2

𝑛𝑘∏︀
𝑘=1
𝑘 ̸=𝑙

√︁
1 − 𝛾2

𝑘, para 𝑗 = 1

∙ Para 𝑙 = 2, . . . , 𝑛𝑏 os elementos são:

– Para 𝑙 < 𝑖− 1:
𝑑𝑏𝑖,1 = 0;

– Para 𝑙 = 𝑖− 1:
𝑑𝑏𝑖,𝑖 = −

𝑛𝑏∏︀
𝑘=𝑖

√︁
1 − 𝛾2

𝑘;
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– Para 𝑙 > 𝑖:
𝑑𝑏𝑖,1 = −𝛾𝑖−1𝛾𝑙(1 − 𝛾2

𝑙 )−1/2
𝑛𝑘∏︀
𝑘=𝑖
𝑘 ̸=𝑙

√︁
1 − 𝛾2

𝑘, com 𝑛𝑘 = 𝑛𝑏, se 𝑙 ̸= 𝑛𝑏 e 𝑛𝑘 = 𝑛𝑏 − 1

se 𝑙 = 𝑛𝑏.

A matriz 𝐴𝐼 também compõe a matriz 𝐴𝑓 , presente no modelo GOBF apresentado
em (2.24), e assim deve ter suas derivadas calculadas com relação ao parâmetros 𝛾𝑙 para
compor o cálculo de 𝜕𝐴𝑓

𝜕𝛾𝑙
que aparece na equação (A.3). A matriz 𝜕𝐴𝐼

𝜕𝛾𝑙
é dada por

𝜕𝐴𝐼

𝜕𝛾𝑙

=

⎡⎢⎢⎢⎢⎢⎢⎢⎢⎢⎢⎣

𝑑𝑎𝑖1,1 𝑑𝑎𝑖1,2 𝑑𝑎𝑖1,3 · · · 𝑑𝑎𝑖1,𝑛𝑏

𝑑𝑎𝑖2,1 𝑑𝑎𝑖2,2 𝑑𝑎𝑖2,3 · · · 𝑑𝑎𝑖2,𝑛𝑏

𝑑𝑎𝑖3,1 𝑑𝑎𝑖3,2 𝑑𝑎𝑖3,3 · · · 𝑑𝑎𝑖3,𝑛𝑏

... ... ... . . . ...
𝑑𝑎𝑖𝑛𝑏,1 𝑑𝑎𝑖𝑛𝑏,2 𝑑𝑎𝑖𝑛𝑏,3 · · · 𝑑𝑎𝑖𝑛𝑏,𝑛𝑏

⎤⎥⎥⎥⎥⎥⎥⎥⎥⎥⎥⎦
(A.7)

com seus elementos (𝑑𝑎𝑖𝑖,𝑗) dados de acordo com o 𝛾 a que se refere a derivada, no qual
o índice 𝑖 indica a linha da matriz e o índice 𝑗 a coluna:

∙ Para 𝑖 = 1, . . . , 𝑛𝑏 e 𝑗 ̸= 𝑛𝑏 os elementos serão:

𝑑𝑎𝑖𝑖,𝑗 = 0;

∙ Para 𝑗 = 𝑛𝑏 os elementos serão:
Com 𝑖 = 1:

– Para 𝑙 = 1, . . . , 𝑛𝑏−1:

𝑑𝑎𝑖𝑖,𝑗 = (−𝛾𝑙)(1 − 𝛾2
𝑙 )−1/2(1 − 𝛾2

𝑛𝑏
)

𝑛𝑏−1∏︀
𝑘=𝑖
𝑘 ̸=𝑙

√︁
1 − 𝛾2

𝑘;

– Para 𝑙 = 𝑛𝑏:

𝑑𝑎𝑖𝑖,𝑗 = −2𝛾𝑙

𝑛𝑏−1∏︀
𝑘=𝑖

√︁
1 − 𝛾2

𝑘.

Com 𝑖 = 2, . . . , 𝑛𝑏:

– Para 𝑙 = 𝑖− 1:
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𝑑𝑎𝑖𝑖,𝑗 = −(1 − 𝛾2
𝑛𝑏

)
𝑛𝑏−1∏︀
𝑘=𝑖

√︁
1 − 𝛾2

𝑘;

– Para 𝑙 = 𝑖, . . . , 𝑛𝑏 − 1:

𝑑𝑎𝑖𝑖,𝑗 = (−𝛾𝑙)(1 − 𝛾2
𝑙 )−1/2(1 − 𝛾2

𝑛𝑏
)(−𝛾𝑖−1)

𝑛𝑏−1∏︀
𝑘=𝑖
𝑘 ̸=𝑙

√︁
1 − 𝛾2

𝑘;

– Para 𝑙 = 𝑛𝑏:

𝑑𝑎𝑖𝑖,𝑗 = (−2𝛾𝑛𝑏
)(−𝛾𝑖−1)

𝑛𝑏−1∏︀
𝑙=𝑖+1

√︁
1 − 𝛾2

𝑙 ;

– Para os demais elementos
𝑑𝑎𝑖𝑖,𝑗 = 0.

Utilizando os valores de 𝜕𝐴𝑏

𝜕𝛾𝑙
e 𝜕𝐴𝐼

𝜕𝛾𝑙
é possível realizar o cálculo da matriz 𝜕𝐴

𝜕𝛾𝑙
e, em

sequência, determinar 𝜕Ψ(𝑘)
𝜕𝛾𝑙

. Com 𝑛 sendo o número de blocos 𝐺𝑏 utilizados no modelo,
o cálculo da matriz 𝜕𝐴𝑓

𝜕𝛾𝑙
pode ser dado por

∙ Para 𝑙 ̸= 𝑛𝑏 os elementos serão:

𝜕𝐴𝑓

𝜕𝛾𝑙

=

⎡⎢⎢⎢⎢⎢⎢⎢⎢⎢⎢⎣

𝜕𝐴𝑏

𝜕𝛾𝑙
0 0 · · · 0

𝜕𝐴𝐼

𝜕𝛾𝑙

𝜕𝐴𝑏

𝜕𝛾𝑙
0 · · · 0

(−𝛾𝑛𝑏
)𝜕𝐴𝐼

𝜕𝛾𝑙

𝜕𝐴𝐼

𝜕𝛾𝑙

𝜕𝐴𝑏

𝜕𝛾𝑙
· · · 0

... ... ... . . . ...
(−𝛾𝑛𝑏

)𝑛−2 𝜕𝐴𝐼

𝜕𝛾𝑙
(−𝛾𝑛𝑏

)𝑛−3 𝜕𝐴𝐼

𝜕𝛾𝑙
(−𝛾𝑛𝑏

)𝑛−4 𝜕𝐴𝐼

𝜕𝛾𝑙
· · · 𝜕𝐴𝑏

𝜕𝛾𝑙

⎤⎥⎥⎥⎥⎥⎥⎥⎥⎥⎥⎦
(A.8)

∙ Se 𝑙 = 𝑛𝑏:

𝜕𝐴𝑓

𝜕𝛾𝑙

=

⎡⎢⎢⎢⎢⎢⎢⎢⎢⎢⎢⎣

𝜕𝐴𝑏

𝜕𝛾𝑙
0 0 · · · 0

𝜕𝐴𝐼

𝜕𝛾𝑙

𝜕𝐴𝑏

𝜕𝛾𝑙
0 · · · 0

𝑡𝑎3,1
𝜕𝐴𝐼

𝜕𝛾𝑙

𝜕𝐴𝑏

𝜕𝛾𝑙
· · · 0

... ... ... . . . ...
𝑡𝑎𝑛,1 𝑡𝑎𝑛,2 𝑡𝑎𝑛,3 · · · 𝜕𝐴𝑏

𝜕𝛾𝑙

⎤⎥⎥⎥⎥⎥⎥⎥⎥⎥⎥⎦
(A.9)

na qual:
𝑡𝑎𝑖,𝑗 =

(︁
(−1)(𝑖− 𝑗 − 1)(−𝛾(𝑖−𝑗−2)

𝑛𝑏
)𝐴𝐼 + (−𝛾𝑛𝑏

)𝑖−(𝑗+1) 𝜕𝐴𝐼

𝜕𝛾𝑙

)︁
para valores de 𝑖 > 2 e 𝑗 < 𝑖− 1.
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O cálculo de 𝜕𝐵𝑓

𝜕𝛾𝑙
é dado por

∙ Para 𝑙 ̸= 𝑛𝑏 os elementos serão:

𝜕𝐵𝑓

𝜕𝛾𝑙

=

⎡⎢⎢⎢⎢⎢⎢⎢⎢⎢⎢⎣

𝜕𝐵𝑏

𝜕𝛾𝑙

(−1)𝐵𝑏 + (−𝛾𝑛𝑏
)𝜕𝐵𝑏

𝜕𝛾𝑙

(−1)(2)(−𝛾𝑛𝑏
)𝐵𝑏 + (−𝛾𝑛𝑏

)2 𝜕𝐵𝑏

𝜕𝛾𝑙...
(−1)(𝑛𝑏 − 1)(−𝛾𝑛𝑏

)𝑛𝑏−2𝐵𝑏 + (−𝛾𝑛𝑏
)𝑛−1 𝜕𝐵𝑏

𝜕𝛾𝑙

⎤⎥⎥⎥⎥⎥⎥⎥⎥⎥⎥⎦
; (A.10)

∙ Se 𝑙 = 𝑛𝑏:

𝜕𝐵𝑓

𝜕𝛾𝑙

=

⎡⎢⎢⎢⎢⎢⎢⎢⎢⎢⎢⎣

𝜕𝐵𝑏

𝜕𝛾𝑙

(−𝛾𝑛𝑏
)𝜕𝐵𝑏

𝜕𝛾𝑙

(−𝛾𝑛𝑏
)2 𝜕𝐵𝑏

𝜕𝛾𝑙...
(−𝛾𝑛𝑏

)𝑛−1 𝜕𝐵𝑏

𝜕𝛾𝑙

⎤⎥⎥⎥⎥⎥⎥⎥⎥⎥⎥⎦
. (A.11)

De posse de todos esses valores, é possível obter o gradiente de Ψ(𝑘) com relação
aos parâmetros 𝛾𝑙 apresentado na equação (3.25) e utilizar o cálculo exato do gradiente
no método de otimização não linear empregado ao longo do trabalho.
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APÊNDICE B – Seleção de Modelos -
Critérios de Informação

Dentre as várias técnicas propostas para a seleção de modelos e estruturas no
processo de representação de sistemas dinâmicos, uma amplamente utilizada é chamada
de Critério de Informação. O critério de informação (B.1) leva em consideração uma
função de custo e a complexidade do modelo em análise.

critério de informação = 𝐼𝐶(função de custo, complexidade do modelo) (B.1)

O melhor modelo seria o com menor valor de critério de informação. Em vias
gerais, não existe uma única proposta para a função (B.1). São opções válidas funções
em que a penalidade pela complexidade aumenta com o número de parâmetros e decaem
com o aumento do número de amostras 𝑁 (NELLES, 2001).

Várias propostas para o termo de complexidade foram feitas ao longo dos anos,
destacam-se algumas:

∙ Critério de informação de Akaike (AIC):

𝐴𝐼𝐶(𝜌, 𝑛𝜃) = 𝑁 ln(𝐼(𝜃)) + 𝜌𝑛𝜃. (B.2)

A escolha mais usual para 𝜌 é 2.

∙ Critério de informação de Bayes (BIC):

𝐵𝐼𝐶(𝑛𝜃) = 𝑁 ln 𝐼(𝜃) + ln(𝑁)𝑛𝜃. (B.3)

∙ Erro final de predição (FPE):

𝐹𝑃𝐸(𝜌, 𝑛𝜃) = 𝑁 ln(𝐼(𝜃)) + 2𝜌 ln(ln(𝑁))𝑛𝜃. (B.4)

𝑁 é o número de amostras, 𝑛𝜃 é o número de parâmetros e a função de custo 𝐼(𝜃)
é definida por (B.5).

𝐼(𝜃) = 1
𝑁

𝑁∑︁
𝑖=1

𝑒2(𝑖) com 𝑒(𝑖) = 𝑦(𝑖) − 𝑦(𝑖). (B.5)

É importante frisar que esses critérios são fundamentalmente estatísticos e não
garantem que o modelo com o número “ótimo” de termos, entre os candidatos, seja um
modelo válido (AGUIRRE, 2007b).
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