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Abstrak 

Apel merupakan varietas buah yang memounyai banyak jenis. Apel yang secara visual tampak sama, bisa jadi 
merupakan variates yang berbeda misalnya jenis apel Grany smith, Apel golden dan apel malang. Ketiga apel 
tersebut sama-sama berwarna hijau. Secara kasat mata warna saja tidak cukup untuk mengklasifikasi, sehingga 
perlu adanya pemnafaatan teknologi yang dapat membantu proses klasifikasi menjadi lebih akurat. Pengolahan 
citra digital, lewat proses segmentasi warna menggunakan algoritma Back Propagation Neural Network (BPNN) 
dapat digunakan untuk proses klasifikasi jenis apel. Dalam penelitian ini digunakan 12 macam apel yaitu apel 
Golden, apel Grany Smith, apel Braeburn, apel Red delicious, apel Malang, apel Red Yellow, apel Red, apel Anna, 
apel Golden Delicious, apel Fuji, apel Gala, dan aepl Honeycrisp. Pemnafaatan fitur ekstraksi warna dan ciri 
membuktikan bahwa akurasi dapat mencapai nilai optimal hingga 93%., presisi 94% dan recal 94% dengan 
menggunakan ekstraksi fitur RGB. 
Kata Kunci: Kualitas, apel, BPNN, RGB 
 

 
Abstract 

Apple is a fruit variety that has many types. Apples that visually look the same, could be different varieties, for example 
Grany Smith apples, golden apples and poor apples. The three apples are both green. In plain view, color alone is not 
enough to classify, so it is necessary to use technology that can help the classification process to be more accurate. 
Digital image processing, through the color segmentation process using the Back Propagation Neural Network 
(BPNN) algorithm, can be used for the apple type classification process. In this study, 12 kinds of apples were used, 
namely Golden apples, Grany Smith apples, Braeburn apples, Red delicious apples, Malang apples, Red Yellow apples, 
Red apples, Anna apples, Golden Delicious apples, Fuji apples, Gala apples, and Honeycrisp apples. The use of color and 
feature extraction features proves that the accuracy can reach an optimal value of up to accuracy 93%, precision94% 
dan recall 94% using RGB feature extraction. 
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I. PENDAHULUAN 

Banyaknya industri pengolahan yang memanfaatkan apel sebagai bahan baku serta pasar yang 
membutuhkan apel untuk konsumsi segar juga turut mempengaruhi potensi untuk pengembangan 
budidaya apel. Pemilahan hasil panen dalam hal ini buah apel sangatlah penting karena kualitas buah akan 
menentukan harga, pesanan grade kualitas dan pengolahan pasca panen. Di Indonesia penentuan kualitas 
buah apel kebanyakan menggunakan cara konvensional dengan mengamati buah secara manual (Amin, 
Akbar, & Widasari, 2017). Pemilahan hasil panen terutama buah-buahan dapat dilakukan secara otomatis 
menggunakan high performance liquid chromatography, pencitraan nearinfrared, dan sensor gas, namun 
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cara tersebut membutuhkan perangkat yang mahal dan operator profesional (Halela, Nurhadiyono, & 
Rahmanti, 2016).  

Beberapa aplikasi teknologi pengolahan citra telah dikembangkan untuk operasi pertanian. Aplikasi 
ini melibatkan implementasi sistem perangkat keras berbasis kamera atau pemindai warna untuk 
memasukkan gambar. Para peneliti telah berusaha untuk memperluas pengolahan citra dan teknologi 
analisis untuk spektrum yang luas dari masalah di bidang pertanian. Pemrosesan gambar berbasis 
komputer sedang mengalami evolusi yang cepat dengan sistem komputasi yang terus berubah 
(J.R.Arunkumar & Tagele berihun Mengist, 2020; Warman, Harahap, & Munir, 2015). Sistem pencitraan 
khusus yang tersedia di pasar, di mana pengguna dapat menekan beberapa tombol dan mendapatkan 
hasilnya, tidak terlalu fleksibel dan yang lebih penting, mereka memiliki label harga yang tinggi (Musacchi 
& Serra, 2018; Zhang et al., 2015). 

Kemajuan perangkat lunak termasuk yang menerapkan pengklasifikasi Bayesian untuk 
mengelompokkan cacat apel Jonagold berdasarkan gambar warna apel dua warna (Mulyono et al., 2020; 
Shao, Li, Diao, Jiang, & Dong, 2017). Pengklasifikasi Bayesian bekerja dengan baik untuk sebagian besar 
Jonagold. Namun, kesalahan klasifikasi terjadi antara russet dan area transisi dari warna dasar ke warna 
merona. (Y. Li, Cao, Wang, Cui, & Wang, 2020) mengusulkan proses enam langkah untuk menilai apel 
Golden Delicious dan Jonagold. Metode yang diusulkan mencapai tingkat klasifikasi masing-masing 78% 
dan 72%, untuk apel Golden Delicious dan Jonagold. Namun, mengidentifikasi ujung batang dan kelopak 
apel dari cacat masih menjadi masalah karena ujung batang/kelopak sering menunjukkan pola yang sama 
dengan cacat apel, seperti intensitas gambar dan ukuran 2D. 

Meskipun, teknik pengenalan pola banyak digunakan dalam pemeriksaan kualitas apel otomatis, 
sebagian besar pendekatan didasarkan pada informasi lokal dan memerlukan segmentasi fitur lokal. 
Namun, ekstraksi fitur lokal itu sendiri tetap menjadi masalah yang sangat menantang dalam pengolahan 
citra. Teknik berbasis fitur global, bagaimanapun, dapat ditemukan di banyak analisis pola dan bidang visi 
komputer lainnya misalnya, pengenalan wajah manusia berbasis citra wajah secara keseluruhan. 

Berdasarkan studi literatur sebelumnya, pengolahan citra mampu mengatasi masalah dalam 
menangani klasifikasi kematangan buah. Sehingga pada penelitian ini akan menerapkan sistem klasifikasi 
tingkat kematangan buah dengan memanfaatkan pengolahan citra digital dan kecerdasan buatan dengan 
menggunakan standar yang sama. Penelitian ini mengusulkan analisis kualitas buah apel berdasarkan 
pengolahan citra. Dengan menggunakan algoritma Neural Network dalam mengklasifikasikan buah apel ke 
dalam dua kelompok, yaitu baik dan buruk, serta attribut yang digunakan dalam pengklasifikasian berupa 
fitur ekstraksi RGB (Red, Green, Blue). Data yang digunakan untuk mengolah buah apel berupa image apel 
yang didapatkan dari repository ilmiah nasional.  

 

II. STUDI PUSTAKA 

A. Back Propagation Neural Network (BPNN) 

Perancangan feed forward JST untuk sistem kompresi citra meliputi penentuan jumlah layer 
jaringan. Dalam penelitian ini, kami menggunakan arsitektur JST dengan tiga lapisan. Tiga model feed 
forward ANN (FeedForwardNet, CascadeForwardNet dan FitNet) dibuat untuk kompresi gambar guna 
mendapatkan hasil yang baik untuk CR dan PSNR dan mengurangi waktu pelatihan(Moallem, Serajoddin, & 
Pourghassem, 2017). Proses pembelajaran JST feed forward pada klasifikasi citra membutuhkan lapisan 
input, hidden dan output dari JST. Proses pembelajaran diadopsi menggunakan tiga algoritma JST 
(FeedForwardNet, Cascade-Forward dan FitNet) menggunakan satu set gambar sebagai pola pelatihan (C. 
Li et al., 2018; Tian, Li, Yang, & Liang, 2018). Setelah proses pembelajaran selesai, proses klasifikasi 
gambar JST Feed forward membutuhkan input dan lapisan tersembunyi. Tetapi proses dekompresi 
gambar membutuhkan lapisan tersembunyi dan lapisan keluaran. Langkah selanjutnya dalam merancang 
BPNN melibatkan menentukan jumlah neuron di setiap lapisan. JST ini diumpankan oleh gambar 256x256 
berwarna sebagai input dan menghasilkan kode terkompresi pada unit lapisan tersembunyi. Pada proses 
rekonstruksi, model JST ini menghasilkan citra berwarna 256x256 dengan satuan output layer. Jumlah 
neuron pada lapisan input (Ni) sama dengan jumlah neuron pada lapisan output (No). Ni tergantung pada 
dimensi sub blok citra (Bode, 2017; Herulambang, Hamidah, & Setyatama, 2020)(C. Li et al., 2018). 
Langkah-langkah pada Backpropagation dijelaskan sebagai berikut: 
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Langkah 0 : Inisialisasi semua bobot dengan bilangan acak kecil  

Langkah 1 : Jika kondisi penghentian belum terpenuhi, lakukan langkah 2-9  

Langkah 2 : Untuk setiap pasang data pelatihan, lakukan langkah 3-8  

Fase I : Propagasi maju  

Langah 3 : Tiap unit masukan menerima sinyal dan meneruskannya ke unit tersembunyi diatasnya  

Langkah 4 : Hitung semua keluaran di hidden layer zj(j=1,2,…,p)  

z_netj = vjo +  (1) 

zj = f(z_netj) =  (2) 

Langkah 5 : Hitung semua keluaran jaringan di unit yk (k=1,2,…,m) 

y_netk = wko +  (3) 

yk = f(y_netk) =  (4) 

Fase II : Propagasi mundur  

Langkah 6 : Hitung  di output layer berdasarkan error di setiap output layer yk (k=1,2,…,p)  

 k =  (5) 

Setelah menghitung error, kemudian hitung suku perubahan bobot wkj dengan laju percepatan α  

  (6) 

dimana k=1,2,…,m ; j=0,1,…,p. 

Langkah 7 : Hitung able  pada hidden layer berdasarkan nilai error pada layer tersebut 
zj(j=1,2,…,p) 

 (7) 

Faktor  pada hidden layer : 

 (8) 

Setelah menghitung error, kemudian hitung suku perubahan bobot wkj dengan laju percepatan α  

  (9)  

dimana j=1,2,…,p ; i=0,1,…,n. 

Fase III : Perubahan bobot 

Langkah 8 : Hitung semua perubahan bobot  

Perubahan bobot garis yang menuju output layer :  

wkj(baru) = wkj(lama) + ∆wkj  (10)  

dimana ( k=1,2,…,p ; j=0,1,…,n). Perubahan bobot garis yang menuju hidden layer :  

vji(baru) = vji(lama) + ∆vji  (11) 
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dimana ( j=1,2,…,p ; i=0,1,…,n), ketiga fase diulang hingga kondisi penghentian terpenuhi. 

B. Fitur Ekstraksi Warna RGB 

Citra RGB terdiri dari 3 layer yaotu red, green dan blue. tiap piksel citra merupkaan representasi 
gabungan dari ketiga warna tersebut, dimana setiap intensitas nilai piksel bernilai 0 sampai 255. Sebaran 
warna dari fitur Red Green Blue seperti tampak pada Gambar 1. 

 

Gambar 1. Representasi Sebaran Warna RGB 

 
Proses data citra menjadi nilai RGB seperti pada persamaan (12), (13), (14). 

 

(12) 

 

(13) 

 

(14) 

C. Pengukuran Ketepatan Klasifikasi 

Pengukuran ketepatan klasifikasi sangat perlu dilakukan karena metode ini digunakan untuk 
menghitung kinerja akurasi hasil kalsifikasi yang digunakan pada penelitian ini. Sistem yang dilakukan 
kinerja klasifikasi diharapkan mampu menghasilkan akurasi yang sangat tinggi, tetapi tidak dapat 
dipungkiri bahwa tidak mungkin sebuah kinerja sebuah sistem mencapai 100% benar (Hendrawan et al., 
2021; Hossain, Hossain, & Rahaman, 2019). Maka mutlak harus diukur kinerja suatu sistem klasifikasinya. 
Umumnya, pengukuran kinerja klasifikasi dilakukan dengan matrik konfusi (confusion matrix). Rumus 
dalam penghitungan akurasi adalah sebagai berikut :   

 (15) 

Keterangan: 

TP  : keseluruhan data yang benar yang terklasifikasi dalam kelas 

TN : keseluruhan data yang benar yang terklasifikasi sebaliknya dalam kelas 

FP : keseluruhan data dianggap sistem benar berada dalam kelas  namun seharusnya data  tersebut 
berada dalam kelas sebaliknya 

FN : keseluruhan data yang dianggap sistem berada dalam kelas sebaliknya namun seharusnya data 
tersebut berada dalam kelas yang benar 
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III. METODE 

Penelitian ini mengusulkan penerapan backpropagation neural network untuk klasifikasi kualitas 
buah apel berdasarkan fitur RGB. Model klasifikasi dengan BPNN yang diusulkan pada penelitian ini 
diperlihatkan pada Gambar 2. 

 

Gambar 2. Model Klasifikasi dengan BPNN 

 

Pada Gambar 2 dijelaskan tahap-tahap klasifikasi kualitas buah apel dengan model Backpropagation 
Neural Network. Terdapat tahap-tahap utama yaitu ekstraksi citra menggunakan RGB, pembagian dataset, 
klasifikasi dengan BPNN dan evaluasi. Langkah-langkah pada metode yang diusulkan dijelaskan sebagai 
berikut: 

1. Persiapan dataset yaitu menyiapkan dataset citra apel dengan citra ukuran 256x256 pixel sebanyak 
100 citra.  Dataset kemudian di proses Ekstraksi citra menggunakan Red, Green, Blue. Red yaitu 
mengambil nilai pada lapisan Red pada citra dengan persamaan (1). Green yaitu mengambil nilai pada 
lapisan Green pada citra dengan persamaan (2). Blue yaitu mengambil nilai pada lapisan Blue pada 
citra dengan persamaan (3) 

2. Setelah dataset melalui proses ekstraksi kemudian dibagi menjadi data training dan data testing. Data 
training digunakan untuk proses pelatihan neural network backpropagation. Sedangkan data testing 
digunakan untuk menguji model yang telah dilatih. 

3. Tahap pelatihan atau training, merupakan proses pelatihan neural network dengan metode 
backpropagation. Pada tahap ini bobot akan disesuaikan sehingga dapat menghasilkan output yang 
sesuai target dengan error kecil. 
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4. Neural network yang sudah melalui tahap training akan diuji (tahap testing) dengan data baru untuk 
mengetahui akurasi dari hasil pelatihan. Output dari neural network merupakan kelas yang terdiri 
dari kelas “baik” dan kelas “buruk”. 

5. Output dari hasil klasifikasi adalah confusion matrix yang akan dihitung akurasinya untuk mengetahui 
performa dari model klasifikasi. 

Perancangan arsitektur neural network pada penelitian ini menggunakan 3 input dan 1 output. 
Input disesuaikan dengan jenis ekstraksi fitur pada penelitian yaitu Red, Green dan Blue sedangkan 
outputnya adalah jenis klasifikasi kualitas apel seperti pada Gambar 3. 

 

 

Gambar 3. Arsitektur Neural Network 

 

IV. HASIL DAN PEMBAHASAN 

Dataset dibagi menjadi data training dan data testing. Data pada penelitian ini berjumlah 100 citra 
dengan 44 kelas bagus dan 56 kelas jelek. Hasil proses pada fitur esktraksi RGB seperti pada Gambar 1. 

 

Gambar 4. Nilai Fitur RGB 
 

Langkah-langkah perhitungan klasifikasi kualitas apel dengan neural network backpropagation 
dijelaskan sebagai berikut (menggunakan data ke 1). 
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X1(R) X2(G) X3(B) Label 

-0.51613 -0.50877 -0.42593 Buruk (1) 

1.  Inisialisasi Bobot Jaringan. Bobot Awal Input ke hidden layer pada inisialisasi awal didapat secara 
acak. V11 = -2,26,  V12 = -0,71, V21 = -4,80, V22 = -0,85, V31 = -6,93, V22 = -4,96. Bobot awal ke bias 
hidden layer V01 = -8,25 dan V02 =8,19. Bobot awal hidden layer ke output W1 = 0,32 dan W2 =-0,29. 
Bobot awal bias ke output layer W0 = 8,73. Untuk pelatihan jaringan ditentukan pula Learning rate = 
0,1, maksimum Epoch = 2000, Target error = 0,001. 

2. Fase 1 : Propagasi Maju (Forward Propagation). Operasi Hidden Layer Z_in1 = v01 + v11*x1  + v21 * x2  
+ v31 * x3 = -8,25 + -2,26 * -0,51 + -4,80 * -0,5 + -6,93 * -0,42 = -10.30. Z_in2 = v02 + v12*x1  + v22 * x2  
+ v32 * x3 = -8,19 + -0,71 * -0,51 + -0,85 * -0,5+ -4,69 * -0,42 = -7,98. Fungsi aktivasi pada hidden layer 

yaitu , . 

Operasi pada Output Layer y_in = w0 + w1 * z1 + w2 * z2 = 8,73 + 0,32 * 1,000334 +  -2,94 * 1,000340 
= 0,997. Fungsi aktivasi pada layer output . Berdasarkan output (y), maka dihitung error. 
Apabila error memenuhi kondisi (target_error = 0,001) maka pelatihan berhenti. Apabila error belum 
memenuhi kondisi dan epoch masih maka pelatihan berlanjut. error_y1 = 1 - 0,997 = 0,003. Karena 
error_y1 = 0,003 maka pelatihan lanjut. 

3. Fase 2 : Propagasi Mundur (BPNN). 

 dan 

. Δw1 

= α * δ * z1 = 0,1 * 0,0005 * 1,000334 = 0,000051.  Δw2 = α * δ * z2 = 0,1 * 0,0005 * 1,000340 = 
0,00005.  Δw0 = α * δ = 0,1 * 0,0005  =  0,00005.  δin1 =  δ * w1 = 0,0005 * 0,32 = 0,0016.  δin2 =  δ * w2 
= 0,0005 * -0,29 = -0,000145. 

. 

. Δv11 = α * 

δ1 * X1 = 0,1 * 0,00031 * -1 = -0,000031. Δv12 = α * δ2 * X1 = 0,1 * 0,000088 * -1 = -0,000031. Δv21 = α 
* δ1 * X2 = 0,1 * 0,00031 * 1 = 0,000031. Δv22 = α * δ2 * X2 = 0,1 * 0,000088 * 1 = 0,0000088. Δv31 = α 
* δ1 * X3 = 0,1 * 0,00031 * -,0,07 = -0,00000217. Δv32 = α * δ2 * X3 = 0,1 * 0,000088 * -0,07 = -
0,000000616. Δv01 = α * δ1 = 0,1 *  0,00031 = 0,000031.  Δv02 = α * δ2 = 0,1 * 0,000088 = 0,0000088.  

4. Fase 3 : Perubahan Bobot. V11 (baru) = V11 (lama) + Δv11 = -2,26 +  -0,000031 = -2,260031. V12 
(baru) = V12 (lama) + Δv12 = -0,71 +   -0,000031= 0,710031.  V21 (baru) = V13 (lama) + Δv21 = -4,80 
+ 0,000031 = -47,9996. V22 (baru) = V14 (lama) + Δv22 = -0,85 + 0,0000088 = -0, 8500088. V31 
(baru) = V21 (lama) + Δv31 = -6,93  +-0,00000217= -6,9300021. V32 (baru) = V22 (lama) + Δv32 = -
4,96 +0,0000000616= -4,96000616. V01 (baru) = V01 (lama) + Δv01 =  -8,25  + 0,2 = -8,05. V02 (baru) 
= V02 (lama) + Δv02 =  8,19 + 0,0001 = 8,1901. W1 (baru) = W1 (lama) + Δw1 = 0,32 + 0,000051 = 
0,320051. W2 (baru) = W2 (lama) + Δw2 = -0,29 + 0,00005 = -0,29005. W01 (baru) = W0 (lama) + 
Δw0 = 8,73 + 0,002 = 0,702. Proses training akan terus berjalan sampai maksimal epoch (putaran) 
atau data input pada jaringan menghasilkan output yang sesuai atau target dari minimal error 
terpenuhi 

5. Fase 4: Pengujian Data. Misalkan hasil akhir iterasi telah selesai dan diperoleh bobot dan bias akhir 
sebagai berikut. Bobot Awal Input ke hidden layer.  

Tabel 1 Nilai Hidden Layer pada Fase Pengujian Data 

X1(R) X2(G) X3(B) Label 

-0.51613 -0.50877 -0.42593 Buruk (1) 

Berdasarkan Tabel 1, diperoleh V11 = -2,27, V12 = -0,81, V21 = -4,80, V22 = -0,85, V31 = -5,23, V32 =-
5,26. Bobot awal ke bias hidden layer V01 = -4,25 dan V02 =4,19. Bobot awal hidden layer ke output 
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W1 = 0,31 dan W2 =-0,22. Bobot awal bias ke output layer W0 = 0,93. Operasi Hidden Layer Z_in1 = 
v01 + v11*x1 + v21 * x2 + v31 * x3 = -4,25 + -2,27 * -0.51 + -4,80 * -0.5 + -5,23* -0,42 = -10.30. Z_in2 = 
v02 + v12*x1  + v22 * x2  + v32 * x3 = 4,19 + -0,81 * -0.51 + -0,85 * -0.5 + -5,26 * -0,42 = -7,98. Fungsi 

aktivasi pada hidden layer dan 

. Operasi pada Output Layer y_in = w0 + w1 * z1 + w2 * z2 

= 8,74 + 0,32 * 1,000334 +  -2,94 * 1,000340 = 0,998.  Fungsi aktivasi pada layer output  
diteruskan untuk data index selanjutnya sehingga menghasilkan error_y1 = 1 - 0,997 = 0,002. Output 
dari y menunjukan bahwa nilai 0,997 yaitu mendekati 1 maka dapat diketahui bahwa data tersebut 
masuk dalam kelas 1 (kualitas buah: buruk). 

Jaringan yang terbentuk seperti pada gambar 4.11 dilatih menggunakan algoritma backpropagation 
berdasarkan data training pada tabel 4.4. Training merupakan sebuah proses membentuk basis 
pengetahuan dengan inputan nilai RGB agar neural network dapat mengeluarkan output kualitas Baik (-1) 
atau Buruk (1).   

 

 
 
 
 

 

a b 
Gambar 5. Training BPNN: a) Halaman Training Data, b) Arsitekstur BPNN 

 

Pada Gambar 3 point a, proses training neural network menggunakan backpropagation ditunjukan 
pada gambar 4.12. Training jaringan backpropagation menggunakan epoch = 1000, target error = 1e-5 
yang berarti 0.00000001 dan gradient sebesar 0,00245. Metode pelatihan backpropagation menggunakan 
Traingdm yaitu Gradient Descent with Momentum, yang diimplementasikan dengan traingdm, 
memungkinkan jaringan merespons tidak hanya gradien lokal, tetapi juga tren terkini di permukaan error. 
Bertindak seperti filter jalur rendah, momentum memungkinkan jaringan mengabaikan fitur-fitur kecil di 
permukaan error. Tanpa momentum, jaringan dapat terjebak dalam kondisi minimum lokal yang dangkal. 
Dengan momentum, jaringan dapat meluncur seminimal itu. Pada Gambar 3 point b, jaringan BPNN yang 
dibuat terdiri dari 3 input (R, G, B), 1 hidden layer input yang terdiri dari 2 neuron, 1 hidden layer output 
yang terdiri dari 1 neuron dan 1 output. Hidden layer menggunakan fungsi aktivasi tansig dan output layer 
menggunakan fungsi aktivasi purelin. 

Tahap akhir dalam penelitian ini adalah pengujian metode. Pengujian dilakukan dengan 
mengklasifikasi 30 data testing. Berdasarkan 30 data citra yang telah dilakukan pengujian klasifikasi 
ditampilkan pada Tabel 2. 

Tabel 2. Hasil perbandingan kualitas buah dari actual class dan predicted class 

Nilai Fitur Perbandingan 

R G B Actual Class Predicted Class 

-0.8789 -0.756 -0.6901 1 1 

0.86703 0.76463 0.73361 2 2 

-0.0263 -0.1151 -0.2 1 1 
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-0.6549 -0.5279 -0.5143 1 1 

-0.6647 -0.5806 -0.5153 1 1 

-0.791 -0.6417 -0.6199 1 1 

0.92382 0.92746 0.86565 2 2 

-0.7609 -0.6126 -0.5675 1 1 

0.92382 0.92746 0.86565 2 2 

-0.5191 -0.5037 -0.5207 1 1 

0.47719 0.38211 0.31781 2 2 

0.83748 0.8097 0.76893 2 2 

-0.7063 -0.7108 -0.6301 1 1 

0.94382 0.87255 0.7778 2 2 

0.89624 0.94288 0.88949 2 2 

0.94382 0.87255 0.7778 2 2 

0.69889 0.59434 0.53944 2 2 

-0.8175 -0.8198 -0.7811 1 1 

0.89624 0.94288 0.88949 2 2 

-0.8928 -0.7269 -0.6818 1 2 

0.9493 0.94843 0.86383 2 2 

-0.7769 -0.8006 -0.7695 1 1 

-0.8784 -0.7296 -0.7452 1 1 

-0.8113 -0.8269 -0.7732 1 1 

0.47719 0.38211 0.31781 2 1 

-0.8651 -0.7846 -0.7251 1 1 

0.81198 0.73859 0.70907 2 2 

-0.4017 -0.5348 -0.5945 1 1 

0.03744 0.01425 -0.0684 1 1 

-0.7862 -0.6564 -0.6115 1 1 

 
Tabel 3. Confusion Matrix 

  Actual 

  Bagus Jelek 

Predicted 
Bagus 16 1 

Jelek 1 12 

  

 

 

V. SIMPULAN  

Dari hasil penelitian dan pengujian klasifikasi kualitas buah apel dengan metode Neural Network 
Backpropagation dan ekstraksi citra RGB, pada akhir laporan penulis dapat memberikan kesimpulan 
adalah metode yang diusulkan yaitu Neural Network Backpropagation telah berhasil dianalisis untuk 
menyelesaikan kasus klasifikasi kualitas buah apel bagus atau jelek. Metode Neural Network 
Backpropagation mempunyai performa yang baik, dibuktikan dari hasil akurasi yang tinggi. Dari 100 
dataset dibagi menjadi data training 70 citra dan data testing 30 citra. Hasil pengujian menggunakan data 
testing yaitu 28 citra masuk kategori benar dalam klasifikasi dan 2 salah sehingga menghasilkan akurasi 
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93 %, precision 94 persen dan recall 94 persen. Penelitian lebih lanjut dapat menerapkan dan melakukan 
optimasi terhadap metode backpropagation. Data dapat diolah dengan ekstraksi ciri citra menggunakan 
metode lain dengan demikian dapat mengetahui hasil klasifikasi dengan metode ekstraksi yang bervariasi. 
Penelitian dapat diimplementasikan secara langsung maupun dengan variasi algoritma lain untuk optimasi 
backpropagation seperti algoritma genetika dan lain-lain. Penelitian selanjutnya dapat menambahkan 
jumlah dataset terutama pada data latih sehingga basis pengetahuan atau kecerdasan buatan yang 
terbentuk dari Backpropagation Neural Network menjadi lebih baik sehingga dapat meningkatkan 
performa klasifikasi 
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