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RINGKASAN 

 

Ahmad Kanzu Syauqi Firdaus, Program Pascasarjana Universitas 
Brawijaya, 2018. Analisis Keunikan Fitur CWT Sinyal EEG untuk Pembuatan 
Lima Indikator Pengendalian Kursi Roda BCI; Komisi Pembimbing, Ketua: 
Ahmad Nadhir, Anggota: Agus Naba. 

 
Penelitian ini dilakukan dengan tujuan untuk membuat lima indikator 
pengendalian kursi roda BCI berdasarkan fitur yang diekstraksi dari sinyal 
elektroensefalogram (EEG). Sinyal EEG didekomposisi menggunakan metode 
continuous wavelet transform (CWT). Nilai rata-rata absolut dan standar deviasi 
dari sinyal yang telah didekomposisi tersebut digunakan sebagai fitur. Fitur hasil 
ekstraksi kemudian dianalisis keunikannya menggunakan metode Friedman. 
Untuk mendekati sifat alami fitur sinyal EEG yang nonlinier, metode support 
vector machine (SVM) dengan kernel radial basis function (RBF) digunakan 
untuk membuat indikator pengendalian kursi roda BCI berdasarkan fitur sinyal 
EEG yang paling unik. Hasil penelitian ini menunjukkan bahwa metode yang 
diusulkan dapat mengukur tingkat keunikan fitur CWT sinyal EEG. Dari 
penelitian penentuan keunikan fitur CWT dapat diperoleh lima indikator 
pengendalian untuk kursi roda BCI yang didasarkan pada sinyal EEG dari 
Neurosky MW001. Akan tetapi, akurasi kelima indikator tersebut belum dapat 
digunakan sebagai indikator kontrol untuk aktuator kursi roda BCI. Hal ini 
disebabkan oleh tingkat kepercayaan rata-rata indikator tersebut masih di bawah 
60%, sedangkan untuk indikator yang berpasangan masih di bawah 70%. 
 



 

SUMMARY 
 

Ahmad Kanzu Syauqi Firdaus, Postgraduate Program Brawijaya University, 2018. 
The Analysis of CWT Features’ Uniqueness of EEG Signals to Generate BCI-
Wheelchair’s Five Control Indicators. Supervisor: Ahmad Nadhir, Co-supervisor: 
Agus Naba. 
 
 
The aim of this research is to generate five control indicators for the BCI-
wheelchair using features extracted from electroencephalogram (EEG) signals. 
The EEG signals are decomposed using the continuous wavelet transform (CWT) 
method. The absolute mean and deviation standard values of the decomposed 
signals are used as features. The uniqueness of extracted features is then analyzed 
using the Friedman method. To approximate the characterisrtics of the nonlinear 
EEG signal feature, the support vector machine (SVM) with the radial basis 
function (RBF) kernel is used to generate BCI-wheelchair’s control indicators 
based on the most unique EEG signals features. This research results indicate that 
the proposed method can measure the level of uniqueness of the CWT feature 
from the EEG signal. Based on the study to determine the uniqueness of CWT 
features, five BCI wheelchair control indicators based on the Neurosky MW001 
EEG signal can be obtained. However, the accuracy of these five indicators can 
not yet be used as a control indicator for the BCI wheelchair actuator. This is 
because the confidence level of these indicators is still below 60%, while the 
confidence of the paired indicators is still below 70%. 
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BAB I 

PENDAHULUAN 

 

1.1 Latar Belakang 

Banyaknya penyandang disabilitas fungsi mobilitas di dunia menjadi 

alasan pentingnya pengembangan kursi roda berteknologi brain computer 

interface (BCI) (Balaji dan Venkatasubramanian, 2009; Kraus, 2017). Kursi roda 

BCI bisa digunakan untuk membantu penyandang disabilitas yang kesulitan 

mengendalikan kursi roda mekanik karena kursi roda BCI merekam sinyal otak 

menggunakan elektroensefalograf (EEG) dan memprosesnya sehingga dapat 

dikendalikan secara mental (Gneo dan Severini, 2011; Al-Qaysi et al., 2018). 

Pengembangan kursi roda BCI memiliki persoalan yang menantang. Fitur 

sinyal EEG bersifat nonlinier (Siuly, 2012; Carvalho et al., 2015; Al-Qammaz, 

Ahmad dan Yusof, 2016; Torse, Desai dan Khanai, 2018). Sifat ketidaklinieran 

fitur sinyal EEG menjadi hambatan utama dalam pembuatan BCI yang reliabel 

dan presisi (Rak, Majkowski dan Kołodziej, 2012; Pattnaik dan Sarraf, 2018). 

Padahal syarat BCI yang reliabel dan presisi adalah fitur sinyal EEG harus unik 

terhadap sejumlah perintah mental yang berbeda (Abdalsalam M et al., 2018). 

Untuk menjawab tantangan-tantangan tersebut, banyak pilihan metode yang dapat 

digunakan untuk mengekstraksi fitur sinyal EEG. Berdasarkan domainnya, teknik 

ekstraksi fitur sinyal EEG dibagi menjadi tiga, antara lain: domain waktu, domain 

frekuensi, dan domain waktu-frekuensi (Gysels, Renevey dan Celka, 2005; 

Kołodziej, Majkowski dan Remigiusz, 2012; Wang, Veluvolu dan Lee, 2013; Ali 

et al., 2016; Siswoyo, Arief dan Sulistijono, 2017; Bousseta et al., 2018). Diantara 
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ketiga pilihan tersebut, teknik ekstraksi fitur domain waktu-frekuensi lebih cocok 

diterapkan pada sinyal EEG karena dapat menjaga keutuhan komponen even-

related desynchronization (ERD) yang berkaitan langsung dengan perintah mental 

dan bersifat kompleks di dalam sinyal EEG (Rahul, Sharma dan Paul, 2017; 

Krishnan dan Athavale, 2018). Menurut Bostanov (Bostanov, 2004) dan Hsu (Hsu 

dan Sun, 2009), salah satu metode ekstraksi fitur domain waktu-frekuensi yang 

cukup populer untuk pengembangan BCI adalah continuous wavelet transform 

(CWT). Kelebihan CWT adalah kemampuannya menjabarkan sinyal dengan 

sangat detail dalam domain waktu frekuensi (Aydemir dan Kayikçioʇlu, 2016). 

Ekstraksi fitur saja belum cukup untuk menjawab tantangan sistem BCI 

mengenai keunikan fitur terhadap pengendalian mental, maka fitur hasil ekstraksi 

masih perlu diketahui tingkat keunikannya. Penelitian (Bostanov, 2015; Hsu, 

2015) menggunakan uji-t dua sampel untuk mengukur tingkat keunikan sekaligus 

menyeleksi fitur-fitur hasil dekomposisi CWT. Untuk kursi roda BCI dengan lima 

indikator pengendalian, penggunaan uji-t menjadi tidak relevan. Sebagai alternatif 

uji-t, Metode Friedman lebih relevan digunakan karena sesuai dengan sifat fitur 

sinyal, yaitu dihasilkan oleh lebih dari dua sampel (lima indikator pengendalian) 

dan berasal dari subjek yang sama (dependen) (Simões, 2011; Granato, de Araújo 

Calado dan Jarvis, 2014). Validitas metode Friedman juga cukup kuat (Chatfleld 

dan Mander, 2009; Eisinga et al., 2017), terutama untuk data dengan jumlah yang 

besar (Zimmerman dan Zumbo, 1993). Menurut Porkka (Porkka, Jussila dan 

Suominen, 2008), penghitungan metode Friedman yang berbasis peringkat 

membuatnya dapat menghilangkan efek nonlinier dalam suatu data sehingga yang 

semula tidak dapat dibandingkan menjadi bisa dibandingkan. 
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Penelitian ini dilakukan dengan merekam sinyal EEG dan mengekstraksi 

fiturnya menggunakan CWT. Perekaman sinyal dilakukan untuk lima indikator 

pengendalian kursi roda, yaitu: netral, maju, belok kanan, belok kiri, dan mundur. 

Fitur-fitur hasil ekstraksi kemudian dianalisis keunikannya menggunakan metode 

Friedman. Fitur yang paling unik digunakan untuk pembuatan indikator 

pengendalian kursi roda BCI menggunakan metode support vector machine 

(SVM).  

 

1.2 Rumusan Masalah 

Berdasarkan latar belakang yang telah diuraikan, rumusan masalah dalam 

penelitian ini antara lain: 

1. Bagaimana membuat lima indikator pengendalian kursi roda BCI dari 

sinyal EEG? 

2. Seberapa akurat indikator pengendalian kursi roda BCI yang dihasilkan? 

 

1.3 Batasan Masalah 

Berdasarkan masalah yang telah dirumuskan, didapatkan batasan-batasan 

masalah sebagai berikut: 

1. Penelitian ini berusaha untuk membuat indikator yang dapat digunakan 

untuk pengendalian kursi roda BCI, bukan membuat kursi roda BCI. 

2. Sinyal EEG direkam menggunakan Neurosky Mindwave. 

3. Pengambilan data dilakukan pada tiga subjek yang sehat jasmani dan 

rohani dengan lima indikator pengendalian kursi roda, yaitu: netral, maju, 

belok kanan, belok kiri, dan mundur. 
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4. Teknik ekstraksi fitur yang digunakan adalah continuous wavelet 

transofrm (CWT) dan keunikan setiap fitur dianalisis menggunakan 

metode Friedman. 

5. Teknik klasifikasi yang digunakan adalah support vector machine (SVM). 

 

1.4 Tujuan Penelitian 

Tujuan penelitian ini antara lain: 

1. Menggunakan sinyal EEG untuk membuat lima indikator yang dapat 

digunakan untuk pengendalian kursi roda BCI. 

2. Mengukur tingkat akurasi indikator pengendalian kursi roda BCI yang 

telah dibuat. 

 

1.5 Manfaat Penelitian 

Manfaat yang ingin dihasilkan dari penelitian ini adalah didapatkannya 

informasi tambahan mengenai teknik analisis keunikan fitur yang diekstraksi dari 

sinyal EEG terhadap lima indikator pengendalian kursi roda BCI. Hasil penelitian 

ini diharapkan dapat bermanfaat untuk peneliti lain di bidang BCI. 
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BAB II 

TINJAUAN PUSTAKA 

 

2.1 Perkembangan Teknologi Brain Computer Interface 

Telah banyak pengembangan teknologi brain computer interface (BCI) 

untuk kursi roda yang menggunakan EEG Neurosky Mindwave. Berdasarkan 

mode operasionalnya, Bi (Bi, Fan dan Liu, 2013) membagi pengembangan kursi 

roda BCI menjadi dua jenis, yaitu kursi roda BCI direct control dan kursi roda 

BCI shared control. Kursi roda BCI direct control menggunakan indikator 

pengendalian yang diekstraksi dari sinyal EEG untuk mengendalikan kursi roda 

BCI secara langsung. Sedangkan kursi roda BCI shared control dikendalikan 

tidak sepenuhnya oleh indikator pengendalian yang diekstraksi dari sinyal EEG, 

melainkan dikendalikan pula oleh robot dengan sensor lain, seperti sensor 

ultrasonik dan kamera digital. 

Berdasarkan penggunaannya, kursi roda BCI dapat dibagi menjadi dua, 

yaitu kursi roda BCI sistem umum dan kursi roda BCI sistem khusus. Kursi roda 

BCI sistem umum, sebagaimana yang dikembangkan oleh Ruiz (Ruiz, 2011), 

Girase (Girase dan Deshmukh, 2015), Folane (Folane et al., 2017), dan De Souza 

(De Souza dan Lamounier, 2017), dibuat agar bisa dikendalikan oleh semua orang 

tanpa adanya proses pembelajaran untuk pembuatan indikator pengendaliannya. 

Kursi roda BCI sistem umum memanfaatkan fitur-fitur sinyal EEG yang 

cenderung identik pada semua orang, yaitu: fitur nilai konsentrasi (attention), 

relaksasi (meditation), dan kekuatan kedipan mata (blink strength). Sensor EEG 

konvensional seperti Neurosky Mindwave telah menyediakan fitur-fitur tersebut. 
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Berbeda dengan kursi roda BCI sistem umum, Kursi roda BCI sistem 

khusus hanya bisa dioperasikan oleh subjek yang sinyal EEG-nya telah direkam 

dan digunakan dalam proses pembuatan indikator pengendaliannya. Berdasarkan 

penelitian Karam (Karam et al., 2016) dan Siswoyo (Siswoyo, Arief dan 

Sulistijono, 2017), umumnya kursi roda BCI sistem khusus menggunakan fitur-

fitur yang boleh jadi tidak identik antara satu orang dengan orang lainnya. Contoh 

fitur-fitur yang biasa digunakan pada kursi roda BCI sistem khusus antara lain: 

fitur densitas daya spektrum, fitur waktu-frekuensi, energi spektrum, dan lain-lain.  

 

Tabel 2.1 Rangkuman penelitian teknologi BCI 

Peneliti Jenis Sistem 
Jumlah 
Kanal 
EEG 

Jumlah 
Indikator 

Pengendalian 
Akurasi 

Darvishi dan Al-ani, 
2007 

Sistem Khusus, 
Direct Control 

3 2 81.43% 

Hsu dan Sun, 2009 
Sistem Khusus, 
Direct Control 

2 2 89.30% 

Bassani, 2009 
Sistem Khusus, 
Direct Control 

32 2 70.04% 

Ruiz, 2011 
Sistem Umum, 
Direct Control 

1 5 61.35% 

Aydemir dan 
Kayikcioglu, 2011 

Sistem Khusus, 
Direct Control 

64 2 94.00% 

Karimoi et al., 2014 
Sistem Khusus, 
Direct Control 

100 3 99.00% 

Girase dan 
Deshmukh, 2015 

Sistem Umum, 
Direct Control 

1 4 95.00% 

Castillo-Garcia et al., 
2015 

Sistem Khusus, 
Direct Control 

14 4 89.00% 

Karam et al., 2016 
Sistem Khusus, 
Direct Control 

1 5 70.00% 

Folane et al., 2017 
Sistem Umum, 
Direct Control 

1 4 80.00% 

Siswoyo, Arief dan 
Sulistijono, 2017 

Sistem Khusus, 
Direct Control 

1 3 92.49% 

De Souza dan 
Lamounier, 2017 

Sistem Umum, 
Shared Control 

1 5 87.00% 
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Tabel 2.1 merangkum beberapa penelitian BCI. Tabel 2.1 dilengkapi 

dengan kolom yang memuat informasi mengenai jenis sistem BCI yang 

digunakan. Berdasarkan Tabel 2.1, jenis sistem, jumlah kanal sensor, dan jumlah 

indikator pengendalian yang beragam menghasilkan nilai akurasi yang beragam. 

Mengenai akurasi indikator pengendalian yang dihasilkan, informasi yang dapat 

diambil dari Tabel 2.1 antara lain: 

1. Pembuatan dua indikator pengendalian BCI dengan akurasi tertinggi 

adalah Aydemir (Aydemir dan Kayikcioglu, 2011) yang menggunakan 

64 kanal sensor EEG, yaitu sebesar 94%. 

2. Pembuatan tiga indikator pengendalian BCI dengan akurasi tertinggi 

adalah Karimoi (Karimoi et al., 2014) yang menggunakan 100 kanal 

sensor EEG, yaitu sebesar 99%. Siswoyo (Siswoyo, Arief dan 

Sulistijono, 2017) yang menggunakan sensor EEG berkanal tunggal 

juga dapat membuat tiga indikator pengendalian BCI dengan akurasi 

yang cukup besar, yaitu sebesar 92,49%.  

3. Pembuatan empat indikator pengendalian BCI dengan akurasi tertinggi 

adalah Girase (Girase dan Deshmukh, 2015) yang menggunakan 

sensor EEG kanal tunggal, yaitu 95%. Nilai akurasi tersebut lebih 

tinggi dibandingkan yang diperoleh Castillo-Garcia (Castillo-Garcia et 

al., 2015) yang menggunakan 14 kanal sensor EEG, yaitu sebesar 89%. 

4. Pembuatan lima indikator pengendalian BCI dengan akurasi tertinggi 

adalah De Souza (De Souza dan Lamounier, 2017), yaitu sebesar 87%. 

Penulis belum menemukan penelitian pembuatan lima indikator 

pengendalian BCI yang tidak menggunakan EEG sensor tunggal.  
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Meskipun penelitian-penelitian BCI dalam Tabel 4.1 bervariasi, korelasi antara 

jumlah kanal dengan nilai akurasi indikator pengendalian pada teknologi BCI 

masih belum diketahui. 

Delapan dari 12 penelitian dalam Tabel 4.1 mengembangkan kursi roda 

BCI sistem khusus. Meskipun kursi roda BCI sistem khusus membutuhkan waktu 

persiapan yang lebih banyak dibandingkan kursi roda BCI sistem umum karena 

tahap persiapannya lebih banyak (pengumpulan data, proses pembelajaran sistem, 

dan evaluasi), kursi roda BCI sistem khusus sepatutnya lebih memungkinkan 

untuk digunakan oleh hampir semua penyandang disabilitas karena fitur-fitur 

sinyal EEG yang digunakan memang disesuaikan dengan kemampuan dan 

keadaan penggunanya.  

 

2.2 Sinyal Otak 

Menurut Nunez (Nunez dan Srinivasan, 2006), otak berisi sekitar 1010 sel 

saraf dan setiap dendrite sel saraf terhubung tanpa bersentuhan dengan axon 

terminal sel saraf lainnya. Sinyal yang ditangkap oleh EEG adalah beda potensial 

pada kulit kepala yang ditangkap oleh dua elektrode, yaitu elektrode kanal dan 

elektrode referensi (Seeck et al., 2017; Gao et al., 2018). Potensial listrik otak 

ditimbulkan oleh dipole-dipole listrik yang dibentuk oleh post-synaptic potential, 

yaitu action potential yang terjadi tepat setelah neurotransmitter dari axon 

terminal suatu sel saraf mencapai dendrit suatu sel saraf lainnya (Sanei dan 

Chambers, 2007). Sedangkan action potential itu sendiri ditimbulkan oleh 

aktivitas ionik pada setiap sel saraf (Tatum et al., 2008). Oleh karena potensial 

yang ditangkap oleh elektrode EEG bersumber dari sekumpulan banyak post-
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synaptic potential, sedangkan post-synaptic potential itu sendiri dipicu oleh 

neurotransmitter, maka potensial tersebut berkaitan dengan aktivitas otak 

(Graimann, Allison dan Pfurtscheller, 2010). Gambar 2.1 diambil dan 

direkonstruksi dari buku yang ditulis oleh Sanei (Sanei dan Chambers, 2007) yang 

mengilustrasikan perubahan potensial membran neuron dan bentuk sinyal listrik 

otak yang dihasilkan. 

 

 
Gambar 2.1 Perubahan potensial membran neuron dan bentuk sinyal listrik otak 

yang dihasilkan 

 

Ditinjau dari frekuensinya, terdapat komponen kompleks di dalam sinyal 

otak yang disebut event-related desynchronization (ERD) (Rahul, Sharma dan 

Paul, 2017; Krishnan dan Athavale, 2018). Selain ERD, ada juga komponen event 

related synchronisation (ERS). Menurut Wang (Wang et al., 2012), selama otak 

melakukan perintah mental, maka ERD akan terjadi, yaitu berkurangnya ritme 

motor sensoris pada frekuensi 8 – 12 Hz. Menurut Thomas (Thomas, Fruitet dan 

Clerc, 2013), tepat setelah perintah mental berakhir, maka ERS muncul yang 

ditandai oleh meningkatnya daya pada komponen beta (13 – 35 Hz) pada sinyal 
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otak. Menurut Pfurtscheller (Pfurtscheller dan Neuper, 2006), ERD/ERS sangat 

stabil bahkan sampai dua tahun dan cocok digunakan untuk BCI. Meskipun 

komponen ERD/ERS berpotensi besar untuk dijadikan fitur dalam pembuatan 

BCI, sifat fitur sinyal EEG adalah nonlinier (Siuly, 2012; Carvalho et al., 2015; 

Al-Qammaz, Ahmad dan Yusof, 2016; Torse, Desai dan Khanai, 2018). Dengan 

demikian, penyimpangan-penyimpangan dalam BCI sangat mungkin terjadi. 

 

2.3 Electroencephalograph 

Electroencephalograph (EEG) ditemukan oleh Hans Berger pada tahun 

1929 (Vaque, 1999; Kalagi et al., 2017). EEG adalah alat yang dapat merekam 

aktivitas kelistrikan otak melalui elektrode tertentu yang ditempelkan pada kulit 

kepala (Teplan, 2002; Tyagi, Semwal dan Shah, 2012). Elektrode standar dalam 

perekaman EEG adalah elektrode Ag-AgCl dengan gel konduktif (Fiedler et al., 

2014; Fatoorechi et al., 2015; Pedrosa et al., 2016). EEG Ag-AgCl bisa menerima 

impedansi di bawah 20	kΩ, namun impedansi kulit adalah lebih dari itu (Lopez-

Gordo, Sanchez-Morillo dan Pelayo Valle, 2014). Agar impedansi kulit menjadi 

kurang dari 20	kΩ, pasta abrasif diaplikasikan di permukaan kulit tempat 

elektrode ditempelkan untuk menghilangkan komponen stratum corneum (SC) 

pada kulit (Alba et al., 2010; Albulbul, 2016). SC merupakan kontributor utama 

pada impedansi kulit (Cardu et al., 2012; Lu et al., 2018). 

Terdapat beberapa kekurangan pada EEG basah (Ag-AgCl) sehingga tidak 

cocok digunakan untuk BCI, yaitu: waktu persiapan yang dibutuhkan cukup lama, 

harganya sangat mahal, dan bisa menyebabkan iritasi kulit (erythema) (Chi, Jung 

dan Cauwenberghs, 2010). EEG dengan elektrode kering bisa menggantikan peran 
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EEG Ag-AgCl karena hasil perekamannya bisa sebaik EEG Ag-AgCl, lebih 

nyaman digunakan, dan lebih fleksibel (Sellers et al., 2009; Mihajlović, Garcia-

Molina dan Peuscher, 2013; Xing et al., 2018). Menurut Fonseca (Fonseca et al., 

2007), untuk mengatasi masalah impedansi kulit, EEG elektrode kering dibuat 

dengan menggunakan prinsip pengukuran diferensial yang menggunakan penguat 

front-end dengan common-mode rejection ratio (CMRR) sangat tinggi, sehingga 

dapat mencegah interferensi elektromagnetik (EMI) yang sebagian besar terkopel 

pada kulit dan elektrode. Menurut Wolpaw (Wolpaw dan Wolpaw, 2012), 

stainless steel, emas, dan perak adalah contoh material yang cocok untuk 

elektrode EEG kering karena inert dengan keringat sehingga mencegah korosi 

material yang bisa menimbulkan noise elektrokimia dan degradasi sinyal. 

 

Tabel 2.2 Frekuensi gelombang otak dan kondisi mentalnya 

Jenis Gelombang Otak Rentang Frekuensi Keadaan dan Kondisi Mental 

Delta 0.1 Hz s.d. 3 Hz 
Tidur lelap, tidur tanpa bermimpi, 
tidak sadarkan diri 

Teta 4 Hz s.d. 7 Hz 
Intuitif, kreatif, ingatan, fantasi, 
khayalan, dan mimpi 

Alfa 8 Hz s.d. 12 Hz 
Rileks namun tidak mengantuk, 
tenang, dan sadar 

Beta Rendah 12 Hz s.d. 15 Hz 
Sensory Motor Rhythm (SMR), 
santai namun terfokus, terintegrasi 

Beta Tengah 16 Hz s.d. 20 Hz 
Berpikir, sadar betul terhadap diri 
sendiri dan lingkungan 

Beta Tinggi 21 Hz s.d. 30 Hz Waspada, agitasi 

Gama 30 Hz s.d. 100 Hz 
Fungsi motorik, aktivitas mental 
yang lebih tinggi 

 

Ada lima frekuensi sinyal EEG yang berkaitan dengan kondisi mental, 

yaitu: delta, teta, alfa, beta, dan gama (Neurosky, 2009; Larsen dan Wang, 2011; 

Girase dan Deshmukh, 2015). Tabel 2.2 dibuat berdasarkan uraian Ahn (Ahn et 

al., 2013) dan Azali (Azali, 2015) yang menyajikan hubungan antara frekuensi 



 

 

 

gelombang otak dengan kon

otak alfa, beta, dan gama terlibat dalam aktivitas perintah mental.

 

(a)
Gambar 2.2 Contoh komponen ritmis dari sinyal EEG selama 1 sekon; (a) dalam 

domain waktu; (b)

 

Gambar 2.2 mengilustrasikan sinyal EEG beserta komponen ritmisnya dalam 

domain waktu dan domain frekuensi. Gambar 2.2 

Mahfuz (Rashed-Al-Mahfuz 

 

2.4 Brain Computer Interface

Gambar 2.3 mendeskripsikan prinsip kerja teknologi 

interface (BCI) yang diadaptasi dari Chang 

(McFarland dan Wolpaw, 2017)

(Tiwari et al., 2018)

 

gelombang otak dengan kondisi mental. Berdasarkan Tabel 2.2, komponen sinyal 

otak alfa, beta, dan gama terlibat dalam aktivitas perintah mental. 

 

(a) (b) 
Contoh komponen ritmis dari sinyal EEG selama 1 sekon; (a) dalam 

domain waktu; (b) dalam domain frekuensi 

Gambar 2.2 mengilustrasikan sinyal EEG beserta komponen ritmisnya dalam 

domain waktu dan domain frekuensi. Gambar 2.2 direkonstuksi 

Mahfuz et al., 2013) dengan modifikasi pada 

Brain Computer Interface 

Gambar 2.3 mendeskripsikan prinsip kerja teknologi 

(BCI) yang diadaptasi dari Chang (Chang et al., 2016)

Wolpaw, 2017), Al-Qaysi (Al-Qaysi et al., 2018)

, 2018). Sinyal otak diakuisisi lalu diproses sedemikian rupa 
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disi mental. Berdasarkan Tabel 2.2, komponen sinyal 

 

 

Contoh komponen ritmis dari sinyal EEG selama 1 sekon; (a) dalam 

Gambar 2.2 mengilustrasikan sinyal EEG beserta komponen ritmisnya dalam 

 dari Rashed-Al-

pada skalanya.  

Gambar 2.3 mendeskripsikan prinsip kerja teknologi brain computer 

, 2016), McFarland 

, 2018), dan Tiwari 

. Sinyal otak diakuisisi lalu diproses sedemikian rupa 



 

 

 

sehingga menghasilkan indikator yang dapat digunakan untuk mengendalikan 

aktuator. Dengan demikian, BC

berinteraksi dengan perangkat aktuator dengan perintah mental tanpa adanya 

gerakan anggota badan secara aktual.

 

 

Sinyal otak yang diakuisisi untuk pembua

contoh jenis sinyal otak selain EEG adalah 

ECoG adalah sinyal otak yang ditangkap oleh elektrode yang diimplantasi di 

bawah tengkorak sehingga sinyal yang dihasilkan kualitasnya lebih baik 

dibandingkan sinyal EEG 

kualitas sinyal yang lebih baik dari EEG dan memungkinkan untuk digunakan 

dalam pembuatan BCI, ECoG lebih riskan terhadap kesehatan penggunanya 

dibandingkan EEG (Hill 

Sinyal otak yang telah direkam kemudian diproses agar menghasilkan 

indikator-indikator yang dapat digunakan untuk menggerakkan aktuator BCI. 

Pemrosesan sinyal otak 

filtering, ekstraksi fitur, dan klasifikasi fitur

dan Gomez-Gil, 2012; Choi, 2013)

 

sehingga menghasilkan indikator yang dapat digunakan untuk mengendalikan 

aktuator. Dengan demikian, BCI memungkinkan manusia untuk bisa langsung 

berinteraksi dengan perangkat aktuator dengan perintah mental tanpa adanya 

gerakan anggota badan secara aktual. 

Gambar 2.3 Prinsip kerja BCI 

Sinyal otak yang diakuisisi untuk pembuatan BCI tidak hanya EEG.

contoh jenis sinyal otak selain EEG adalah electrocorticographic

ECoG adalah sinyal otak yang ditangkap oleh elektrode yang diimplantasi di 

bawah tengkorak sehingga sinyal yang dihasilkan kualitasnya lebih baik 

dibandingkan sinyal EEG (Oosugi et al., 2017). Meskipun ECoG menghasilkan 

kualitas sinyal yang lebih baik dari EEG dan memungkinkan untuk digunakan 

dalam pembuatan BCI, ECoG lebih riskan terhadap kesehatan penggunanya 

(Hill et al., 2012; Ramadan dan Vasilakos, 2017)

Sinyal otak yang telah direkam kemudian diproses agar menghasilkan 

indikator yang dapat digunakan untuk menggerakkan aktuator BCI. 

Pemrosesan sinyal otak yang umumnya diterapkan dalam BCI antara lain: 

, ekstraksi fitur, dan klasifikasi fitur (Müller-Putz, 2011; Nicolas

Gil, 2012; Choi, 2013). Tahap filtering diperlukan untuk 

13 

sehingga menghasilkan indikator yang dapat digunakan untuk mengendalikan 

I memungkinkan manusia untuk bisa langsung 

berinteraksi dengan perangkat aktuator dengan perintah mental tanpa adanya 

 

tan BCI tidak hanya EEG. Satu 

electrocorticographic (ECoG). Sinyal 

ECoG adalah sinyal otak yang ditangkap oleh elektrode yang diimplantasi di 

bawah tengkorak sehingga sinyal yang dihasilkan kualitasnya lebih baik 

. Meskipun ECoG menghasilkan 

kualitas sinyal yang lebih baik dari EEG dan memungkinkan untuk digunakan 

dalam pembuatan BCI, ECoG lebih riskan terhadap kesehatan penggunanya 

Vasilakos, 2017).  

Sinyal otak yang telah direkam kemudian diproses agar menghasilkan 

indikator yang dapat digunakan untuk menggerakkan aktuator BCI. 

yang umumnya diterapkan dalam BCI antara lain: 

Putz, 2011; Nicolas-Alonso 

diperlukan untuk 
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menghilangkan sinyal-sinyal yang tidak ada hubungannya dengan aktivitas 

perintah mental (noise) (Wang dan Jung, 2011). Tahap ekstraksi fitur adalah 

proses pengambilan komponen-komponen dari sinyal otak yang unik dan 

berkaitan erat dengan aktivitas perintah mental (Millán et al., 2010). Fitur sinyal 

otak bisa berbentuk komponen frekuensinya, komponen hasil dekomposisinya, 

densitas daya spektrumnya, entropinya, standar deviasinya, dan lain sebagainya 

(Jing Fan et al., 2015; Kevric dan Subasi, 2017; Zarei et al., 2017). Untuk sinyal 

EEG, komponen yang mengandung ERD merupakan fitur yang harus ditemukan 

karena ERD berkaitan langsung dengan aktivitas perintah mental sebagaimana 

yang telah diuraikan dalam subbab 2.3. Tahap terakhir dalam pemrosesan sinyal 

otak dalam sistem BCI adalah klasifikasi, yaitu membuat indikator-indikator 

pengendalian untuk aktuator (Hill et al., 2014; Spüler, 2017).  

Pemrosesan sinyal otak setelah tahap ekstraksi fitur adalah klasifikasi yang 

hasilnya dapat digunakan untuk menggerakkan aktuator. Banyak pilihan metode 

klasifikasi yang bisa digunakan untuk BCI, seperti: k-nearest neighbour (KNN), 

Naive Beyes, naural network, support vector machine (SVM), dan lain 

sebagainya(Machado dan Balbinot, 2014; Izzuddin et al., 2015; Bose et al., 2016; 

Torse, Desai dan Khanai, 2018). Aktuator BCI juga beragam bentuknya. Contoh 

aktuator BCI antara lain: kursi roda, tangan buatan (bionic), speller, dan lain-lain 

(Rechy-Ramirez dan Hu, 2015; Voznenko, Chepin dan Urvanov, 2018). 

 

2.5 EEG NeuroskyMindwave 

Gambar 2.4 diambil dari Neurosky (Neurosky, 2011) yang menguraikan 

bentuk dan bagian-bagian Neurosky Mindwave model MW001. Neurosky 



 

 

 

Mindwave, atau yang biasa disebut dengan Mindwave, adalah EEG dengan 

elektrode kering yang dirilis pada tahun 2011 oleh Neurosky 

2014; Salabun, 2014)

 

Gambar 2.4 Bagian

 

Tabel 2.

Spesifikasi 
Massa 
Dimensi sensor arm atas
Dimensi sensor arm bawah
Daya 
Daya maksimum 
Frekuensi RF 
Daya RF Maksimum
RF data rate 
RF range 
Paket data yang hilang via wireless
UART Baudrate 
Jarak pk-pk EEG maksimum sinyal 
Jarak filter hardware
Resolusi ADC 
Sampling rate 
Kecepatan penghitungan eSense

 

Mindwave, atau yang biasa disebut dengan Mindwave, adalah EEG dengan 

elektrode kering yang dirilis pada tahun 2011 oleh Neurosky 

2014; Salabun, 2014). 

Bagian-bagian dari Neurosky Mindwave model MW001
 

Tabel 2.3Spesifikasi Neurosky Mindwave MW001

Nilai 
90 gram 

Dimensi sensor arm atas 225 mm × 155 mm × 92 mm
Dimensi sensor arm bawah 225 mm × 155 mm × 165 mm

30 mW 
50 mW 
2,420 - 2,471 GHz 

Daya RF Maksimum 6 dBm 
250 kbit/s 
10 m 

Paket data yang hilang via wireless 5% 
57.600 Baud 

pk EEG maksimum sinyal input 1 mV 
Jarak filter hardware 3 Hz - 100 Hz 

12 bit 
512 Hz 

Kecepatan penghitungan eSense 1 Hz 

15 

Mindwave, atau yang biasa disebut dengan Mindwave, adalah EEG dengan 

elektrode kering yang dirilis pada tahun 2011 oleh Neurosky (Robbins et al., 

 

bagian dari Neurosky Mindwave model MW001 

Spesifikasi Neurosky Mindwave MW001 

225 mm × 155 mm × 92 mm 
155 mm × 165 mm 
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Tabel 2.3 menguraikan spesifikasi Neurosky Mindwave MW001 yang 

bersumber dari Neurosky (Neurosky, 2010) dan Fink (Fink, 2012). Letak 

elektrode ground dan referensinya berada pada ear-clip, sedangkan elektrode 

perekam sinyal EEG adalah pada titik FP1 (dahi sebelah kiri). Menurut Wolpaw 

(Wolpaw dan Wolpaw, 2012) dan Akila (Akila, Sekar dan Suresh, 2015), posisi 

FP1 merupakan salah satu titik dari 21 titik standar peletakan elektrode EEG pada 

sistem 10-20 yang ditetapkan oleh American Electroenchepalographic Society 

pada tahun 1994. Menurut Browning (Browning, 2007), posisi FP1 merekam 

sinyal EEG dari bagian frontal lobe otak, yang mana bagian tersebut berhubungan 

dengan kemampuan untuk melakukan tindakan-tindakan yang disengaja. Dengan 

kata lain, sinyal EEG yang direkam dari titik FP1 didominasi oleh sinyal yang 

membawa informasi tentang fungsi mobilitas tubuh manusia. Menurut Ashok 

(Ashok et al., 2016), penempatan elektrode Mindwave pada titik FP1 juga 

membuat Mindwave dapat mendeteksi kekuatan kedipan mata. Dengan 

kemampuan tersebut, boleh jadi, pada kasus penyandang disabilitas fungsi 

mobilitas tertentu, kekuatan kedipan mata yang dapat dideteksi oleh Mindwave 

dapat dimanfaatkan. 

Neurosky Mindwave telah dibandingkan dengan sistem Biopac (produsen 

EEG elektrode basah berstandar internasional) dan dinyatakan kompatibel dengan 

sistem Biopac (Neurosky, 2009; Dobosz dan Wittchen, 2015; Ginete et al., 2015). 

Neurosky Mindwave menggunakan modul ThinkGear-AM untuk pengondisi 

sekaligus pengolah sinyal EEG yang hasilnya dapat diakses melalui protokol-

protokol yang diuraikan dalam Tabel 2.4 (Neurosky, 2010; Aswathy, 2015). 

Validitas dan kualitas sinyal EEG Neurosky Mindwave dapat diketahui dengan 
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mengakses protokol TG_DATA_POOR_SIGNAL dengan keadaan-keadaan 

berikut: 

1. Jika EEG dihidupkan namun tidak digunakan, maka nilai poor signal 

harus menjauhi atau lebih dari nol 

2. Jika sensor EEG disentuhkan ke organ tubuh lain, maka nilai poor signal 

harus menjauhi atau lebih dari nol 

3. Jika EEG digunakan sebagaimana mestinya namun ada interferensi pada 

sensornya, maka maka nilai poor signalharus menjauhi atau lebih dari nol. 

Jika EEG digunakan sebagaimana mestinya tanpa interferensi pada 

sensornya, maka nilai poor signal harus mendekati atau sama dengan nol. 

 

Tabel 2.4 Protokol output Neurosky Mindwave 
Nama Protokol Keterangan 

TG_DATA_BATTERY Kapasitas baterai 

TG_DATA_POOR_SIGNAL 
Indikator kualitas sinyal; poor = 0 berarti 
kualitas sinyal baik; 0 < poor ≤ 200 berarti 
kualitas sinyal jelek. 

TG_DATA_ATTENTION 
Bilangan bulat Attention yang dihasilkan 
eSense, antara 0 sampai 100. 

TG_DATA_MEDITATION 
Bilangan bulat Meditation yang dihasilkan 
eSense, antara 0 sampai 100. 

TG_DATA_RAW Sinyal EEG raw. 
TG_DATA_DELTA Sinyal delta (0,5 s.d. 2,75 Hz). 
TG_DATA_THETA Sinyal teta (3,5 s.d. 6,75 Hz). 
TG_DATA_ALPHA1 Sinyal alfa rendah (7,5 s.d. 9,25 Hz). 
TG_DATA_ALPHA2 Sinyal alfa tinggi (10 s.d. 11,75 Hz). 
TG_DATA_BETA1 Sinyal beta rendah (13 s.d. 16,75 Hz). 
TG_DATA_BETA2 Sinyal beta tinggi (18 s.d. 29,75 Hz). 
TG_DATA_GAMMA1 Sinyal gama rendah (31 s.d. 39,75 Hz). 
TG_DATA_GAMMA2 Sinyal gama tengah (41 s.d. 49,75 Hz). 

TG_DATA_BLINK_STRENGTH 
Bilangan bulat antara 0 s.d. 255 yang 
mengindikasikan kekuatan kedipan. 

 

Berdasarkan dialog Firdaus (Firdaus, 2017) dengan pengembang Neurosky 

melalui e-mail, Think Gear telah dilengkapi filter anti-aliasing sehingga sinyal 
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yang dihasilkan berada pada rentang frekuensi antara 3 s.d. 100 Hz. Menurut 

Akila (Akila, Sekar dan Suresh, 2015), sinyal EEG yang dihasilkan oleh 

Mindwave tidak bersatuan volt sehingga diperlukan persamaan (2.1) untuk 

mengonversikan satuan sinyal EEG menjadi volt. 

 

�����	���	(����) =
�����	���	 × �

1,8	����
4096 �

2000
 

(2.1) 

 

2.6 Indikator Pengendalian Kursi Roda BCI 

Menurut Abiyev (Abiyev et al., 2015), jumlah indikator pengendalian 

utama pada kursi roda BCI ada lima, yaitu: diam, maju, belok kanan, dan belok 

kiri, dan mundur. Bila indikator yang digunakan ada empat, maka indikator 

kendalinya adalah: diam, maju, belok kanan, belok kiri, dan mundur, sebagaimana 

yang digunakan oleh Folane (Folane et al., 2017). Bila indikator yang digunakan 

adalah tiga, seperti yang digunakan oleh Al-Qaysi (Al-Qaysi et al., 2018), maka 

indikator yang digunakan antara lain: maju, belok kanan, dan belok kiri. 

 

2.7 Continuous Wavelet Transform 

Continuous wavelet transform (CWT) adalah konvolusi antara sinyal 

dengan fungsi wavelet (Aydemir dan Kayikcioglu, 2011). Persamaan CWT 

dituliskan dalam persamaan (2.2). 

 
���(�, �) =

1

�|�|
��(�)�∗ �

� − �

�
� �� (2.2) 

Fungsi wavelet dari persamaan (2.2) dituliskan dalam persamaan (2.3). 

 
��,�(�) =

1

�|�|
� �

� − �

�
� (2.3) 
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yang mana � adalah pergeseran waktu pada fungsi wavelet � dan s adalah skala 

dari �. Tanda “ * “ pada �∗ melambangkan konjugasi kompleks (Karimoi et al., 

2014; Kumari dan Somani, 2015). Hasil CWT adalah koefisien-koefisien 

spektrum dan perubahannya terhadap waktu. Menurut Darvishi (Darvishi dan Al-

ani, 2007), Abibullaev (Abibullaev dan An, 2012) dan Kato (Kato et al., 2018), 

nilai dari skala spektrum CWT tidak sama dengan skala spektrum dalam satuan 

Hz sehingga dibutuhkan persamaan (2.4) untuk menentukan letak frekuensi suatu 

sinyal dalam satuan Hz pada skala spektrum CWT. 

 
�� =

��

� ∙ ��
 (2.4) 

Fs adalah pseudo-frekuensi pada skala s, Ts adalah periode sampling, dan Fc 

adalah frekuensi tengah dari fungsi wavelet. 

Hampir semua peneliti dan pengembang BCI tidak menggunakan sinyal 

dari semua skala CWT. Menurut Bassani (Bassani, 2009), hasil dekomposisi 

CWT pada sinyal EEG dengan rentang frekuensi 12 – 30 Hz menghasilkan 

akurasi klasifikasi yang lebih tinggi dibandingkan rentang frekuensi lainnya. Hsu 

(Hsu, 2015) dan Castillo-Garcia (Castillo-Garcia et al., 2015) menggunakan 

rentang frekuensi 8 – 30 Hz dan akurasi hasil klasifikasinya di atas 80%. Darvishi 

(Darvishi dan Al-ani, 2007) dan Kumari (Kumari dan Somani, 2015) 

menggunakan rentang frekuensi 8 – 13 Hz yang akurasi hasil klasifikasinya adaah 

81,43% dan 94,99%. Karimoi (Karimoi et al., 2014) menggunakan rentang 

frekuensi 2 – 18 Hz dan akurasi hasil klasifikasinya di atas 95%. 

Ada beberapa pilihan fungsi wavelet, yaitu: mexican hat, morlet, symlet, 

daubachies, dan shannon. Menurut Bostanov (Bostanov, 2004), pemilihan fungsi 

wavelet tergantung dari sifat fitur yang ingin ditinjau. Penggunaan fungsi mexican 
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hat dianjurkan bila ingin meninjau karakteristik perubahan sinyal terhadap waktu, 

sedangkan fungsi morlet dianjurkan bila ingin meninjau osilasi sinyal. Darvishi 

(Darvishi dan Al-ani, 2007), Bassani (Bassani, 2009), Aydemir (Aydemir dan 

Kayikcioglu, 2011), dan Kumari (Kumari dan Somani, 2015) menggunakan 

fungsi morlet. Hsu (Hsu dan Sun, 2009) dan Karimoi (Karimoi et al., 2014) 

menggunakan fungsi daubachies. Berdasarkan kesimpulan Aydemir dan 

Kayikcioglu (Aydemir dan Kayikçioʇlu, 2016), fungsi shannon dan daubachies 

cenderung menghasilkan akurasi klasifikasi yang lebih baik pada sistem BCI. 

Persamaan (2.5) menunjukkan fungsi wavelet shannon kontinu (Mallat, 2009). 

 �(����)(�) = sinc(�) ∙ exp(−�2��) (2.5) 

Di mana �(����) adalah wavelet shannon, j adalah bilangan kompleks, dan 

sinc(�) adalah: 

 
sinc(�) ≔

sin ��

��
 (2.6) 

Fitur yang umumnya diambil dari hasil CWT adalah nilai rata-rata dan 

standar deviasinya. Darvishi (Darvishi dan Al-ani, 2007), Bassani (Bassani, 

2009), Castillo-Garcia (Castillo-Garcia et al., 2015), dan Hsu (Hsu, 2015) 

menggunakan nilai rata-rata sebagai fitur. Aydemir (Aydemir dan Kayikcioglu, 

2011) dan Karimoi (Karimoi et al., 2014) menggunakan nilai rata-rata dan standar 

deviasi sebagai fitur. Nilai rata-rata dan standar deviasi dihitung menggunakan 

time window dengan durasi tertentu. Aydemir (Aydemir dan Kayikcioglu, 2011) 

menggunakan time window berdurasi 4 detik untuk mengklasifikasi dua perintah 

mental dengan akurasi 94%. Darvishi (Darvishi dan Al-ani, 2007) dan Hsu (Hsu, 

2015) menggunakan time window berdurasi 3 detik untuk mengklasifikasi dua 

perintah mental dengan akurasi masing-masing 83% dan 82,14%. 
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2.8 Metode Friedman 

Metode Friedman merupakan metode analisis statistika nonparametrik 

berbasis peringkat (Pereira, Afonso dan Medeiros, 2015; Ali dan Bhaskar, 2016). 

Metode Friedman adalah alternatif dari metode ANOVA untuk data multisampel 

yang bersifat dependen (Zimmerman dan Zumbo, 1993; Granato, de Araújo 

Calado dan Jarvis, 2014; Eisinga et al., 2017). Berikut ini adalah tahap-tahap 

pengukuran signifikansi perbedaan (keunikan) data multisampel dependen yang 

diadaptasi dari Uyanto (Uyanto, 2009) dan Santoso (Santoso, 2014): 

1. Membuat hipotesis: 

H0 : Semua sampel sama (tidak ada keunikan antar sampel) 

H1 : Secara umum, paling sedikit terdapat sepasang sampel yang berbeda 

(unik) signifikan. 

2. Data yang akan diproses berformat [M × N], dengan M adalah banyak data 

dan N adalah sampel data. 

3. Setiap baris data diberi peringkat. 

4. Semua peringkat dari semua baris dijumlahkan dan dihitung rata-ratanya. 

5. Nilai Friedman dihitung dengan persamaan (2.7): 

 
�� = �

12

��(� + 1)
�� ��

���− 3�[� + 1] (2.7) 

di mana n adalah banyaknya data tiap sampel, k adalah jumlah sampel, dan 

Rj adalah jumlah peringkat dari setiap sampel. 

6. Nilai Friedman yang diperoleh dikoreksi dengan rumus (2.8): 

 
� = 1 −

∑ ��
�
���

��(�� − 1)
 (2.8) 

dengan 
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 �� = � �� − � � (2.9) 

di mana t adalah banyaknya angka yang sama dalam satu baris data. Nilai 

�� dari persamaan (2.7) kemudian dibagi dengan C dari persamaan (2.8). 

7. Kesimpulan diambil berdasarkan nilai � yang dibandingkan dengan � 

tabel. Bila � nilainya kurang dari � tabel, maka H0 ditolak. 

8. Keunikan antar sampel dianalisis dengan pedoman (2.10): 

 

��� − ��
��≥ ��

��(� + 1)

6
 (2.10) 

dengan ��� − ��
�� adalah selisih absolut jumlah peringkat dari sepasang 

sampel yang dibandingkan, z adalah nilai dari tabel z yang dicari 

menggunakan kriteria �/�(� − 1). Nilai � adalah tingkat signifikansi dari 

taraf kepercayaan. Jika sepasang sampel memenuhi pedoman (2.10), maka 

sepasang sampel yang ditinjau adalah berbeda signifikan (saling unik). 

Umumnya metode Friedman digunakan tidak untuk menganalisis keunikan fitur 

sinyal, namun lebih sering untuk menganalisis perbedaan data multisampel (Bose 

et al., 2016; Pal dan Bandyopadhyay, 2016; Rakshit, Khasnobish dan Tibarewala, 

2016; Gupta dan Kumar, 2017; Ramos, 2017). 

 

2.9 Support Vector Machine 

Support Vector Machine (SVM) merupakan metode klasifikasi jenis 

terpandu, yaitu membutuhkan target pembelajaran (Jamal et al., 2014; Raju, Ra 

dan Sankar, 2015; Masso, 2016). SVM dipelopori oleh Vladimir Vapnik, 

Bernhard Boser, dan Isabelle Guyon pada tahun 1992, namun dasar SVM sudah 

ada sejak tahun 1960-an (Widodo, Handayanto dan Herlawati, 2013; Mirvaziri 
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dan Mobarakeh, 2017). Hyperplane SVM adalah kurva batas sekaligus pemisah 

dua kelas data (Permana, 2016). Semakin besar margin hyperplane, hasil 

klasifikasi data semakin akurat (Qiu, 2018). Gambar 2.5 diadaptasi dari Corazzol 

(Corazzol, 2012) dan Krell (Krell, 2015) yang mengilustrasikan hyperplane dari 

data dengan dua fitur yang terpisah secara linier oleh dua kelas, yaitu -1 dan +1. 

 

 
Gambar 2.5 Ilustrasi hyperplane dari data yang terpisah secara linier 

 

Titik-titik data yang ditandai sebagai support vector di dalam Gambar 2.5 adalah 

data yang berada pada bidang pembatas. Jarak antara dua bidang pembatas disebut 

sebagai margin. Sembiring (Sembiring, 2007) menguraikan hyperplane untuk 

kelas -1 dan +1 secara matematis dalam pertidaksamaan (2.11) dan (2.12). 

 �� ∙ � + � ≥ −1,					untuk	�� = −1 (2.11) 

 �� ∙ � + � ≥ + 1,					untuk	�� = + 1 (2.12) 

Di mana w adalah vektor normal terhadap hyperplane, x adalah vektor input, dan 

b adalah posisi hyperplane relatif terhadap pusat koordinat. Pertidaksamaan (2.11) 

dan (2.12) bisa digabungkan sehingga menjadi pertidaksamaan (2.13). 
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 ��(�� ∙ � + �) − 1 ≥ 0 (2.13) 

Berdasarkan pertidaksamaan (2.11) dan (2.12), nilai margin dapat dihitung dan 

menghasilkan persamaan (2.14). 

 
Margin=

1 − �− (−1 − �)

�
=

2

|�|
 (2.14) 

Konsep SVM adalah menemukan hyperplane dengan margin maksimum. 

Jika ditinjau dari persamaan (2.14), maka margin dapat dimaksimalkan dengan 

meminimalkan |�|� dan permasalahan optimasi tersebut dapat diselesaikan 

dengan mengubah persamaan (2.13) menggunakan pengali lagrange sehingga 

menjadi persamaan (2.15) (Siuly, 2012). 

 
��(�, �, �) =

1

2
|�|� − � ����(�� ∙ � + �)

�

���

+ � ��

�

���

 (2.15) 

Lp adalah lagrangian problem primer dan a adalah koefisien lagrange yang 

syaratnya �� ≥ 0. Lp dapat diminimalkan terhadap w dan b dengan menurukan 

persamaan (2.15) dan hasil turunannya harus sama dengan nol sebagaimana yang 

diungkapkan dalam persamaan (2.16) dan (2.17) (Arvaneh et al., 2011). 

 �

��
��(�, �, �) = 0 (2.16) 

 �

��
��(�, �, �) = 0 (2.17) 

Persamaan (2.16) dan (2.17) menghasilkan persamaan (2.18) dan (2.19). 

 
� ����

�

���

= 0 (2.18) 

 
� = � ����

�

���

�� (2.19) 
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Vektor w bisa tak berhingga, sedangkan nilai a selalu terhingga. Permasalahan 

tersebut dapat diselesaikan dengan mengubah lagrangian problem primer menjadi 

lagrangian dual problem LD, yaitu mensubstitusikan persamaan (2.19) ke dalam 

persamaan (2.15) sehingga menjadi persamaan (2.20) (Wang dan Guo, 2013). 

 
�� (�) = � ��

�

���

−
1

2
� ������������

�

���,���

 (2.20) 

Nilai �� dalam persamaan (2.20) dari data pelatihan bisa digunakan untuk 

menemukan w. Data dengan nilai �� > 0 adalah support vector, sedangkan data 

dengan nilai �� = 0 adalah sisanya. Dengan demikian, support vector menjadi 

penentu hasil klasifikasi (Tian, 2012). Fungsi keputusan (2.21) dapat 

menententukan kelas data x. 

 
�� (�) = � �������� + �

�

���

 (2.21) 

Variabel �� adalah support vector, n adalah jumlah support vector, dan ��  adalah 

data yang akan diklasifikasikan. 

Terkadang data tidak terpisah kelasnya secara linier. SVM dapat 

mengklasifikasikan data nonlinier dengan cara mentransformasikan data ke dalam 

ruang fitur sehingga dapat dipisahkan secara linier pada ruang fitur (Zhou, Liu dan 

Ye, 2009; Yin dan Yin, 2016). Biasanya dimensi ruang fitur lebih tinggi dari 

dimensi vektor input sehingga komputasinya menjadi lebih kompleks sehingga 

trik kernel merupakan solusi untuk menyederhanakan kompleksitas tersebut, yaitu 

dengan memanfaatkan adanya dot product di dalam persamaan (2.15) (Yu et al., 

2012; Jamil et al., 2018). Fungsi kernel dimisalkan dengan persamaan (2.22). 

 � (��, ��) = �(��) ∙ � (��) (2.22) 
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Fungsi kernel (2.22) membuat fungsi transformasi �(�) tidak perlu diketahui 

secara detail sehingga fungsi pelatihan dapat dituliskan dengan persamaan (2.23). 

 
�(��) = � ����� (��, ��) + �

�

���

 (2.23) 

Fungsi kernel harus memenuhi teorema Mercer, yaitu matriks kernel harus 

bersifat positif semidefinit (Ma dan Liu, 2018; Padierna et al., 2018). Ada empat 

fungsi kernel umum dan memenuhi teorema Mercer, yaitu fungsi kernel linier, 

polinomial, gaussian radial basis (RBF), dan sigmoid (Quitadamo et al., 2017; 

Chen et al., 2018). Fungsi kernel linier dituliskan dalam persamaan (2.24): 

 � (��, �) = ��
�� (2.24) 

Fungsi kernel polinomial dituliskan dalam persamaan (2.25): 

 � (��, �) = (� ∙ ��
�� + �)�,						� > 0 (2.25) 

Fungsi kernel gaussian RBF dituliskan dalam persamaan (2.26): 

 � (��, �) = exp(−�|�� − �|�),						� > 0 (2.26) 

Fungsi kernel sigmoid dituliskan dalam persamaan (2.27): 

 � (��, �) = tanh( ���
�� + �) (2.27) 

 

 
Gambar 2.6 Ilustrasi hyperplane dari data yang terpisah secara nonlinier 
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Gambar 2.6 diadaptasi dari Widodo (Widodo, Handayanto dan Herlawati, 

2013) dan Soman (Soman dan Jayadeva, 2015) yang mengilustrasikan data 

nonlinier dengan hyperplane dari fungsi kernel RBF. Hsu (Hsu, Chang dan Lin, 

2008) merekomendasikan penggunaan fungsi kernel RBF karena kernel RBF bisa 

menyamai fungsi kernel linier dan juga bisa menyerupai fungsi kernel sigmoid 

tergantung parameter RBF yang digunakan. Hede (Hede, 2010) dan Ghosh 

(Ghosh, 2012) yang meneliti BCI mengungkapkan tiga kelebihan SVM RBF, 

yaitu: SVM RBF lebih akurat dibandingkan kernel SVM lainnya, dimensi SVM 

RBF tidak terbatas, dan SVM RBF sangat efisien. 

Nilai � dalam persamaan (2.26) adalah sama dengan 1/(2����
� )	(Siuly, 

2012; Saranya, Samundeeswari dan Manavalan, 2016), sehingga: 

 
� (��, �) = exp �−

|�� − �|�

2����
� � (2.28) 

Persamaan (2.28) diadaptasi dari Tian (Tian, 2012) dan Al-Qammaz (Al-

Qammaz, Ahmad dan Yusof, 2016) dengan menambahkan subskrip RBF pada 

���� untuk membedakannya dengan fitur standar deviasi yang sudah terlebih 

dahulu disimbolkan dengan �. Menurut Liu (Liu, Shen dan Wang, 2014), Claesen 

(Claesen et al., 2014), dan Harafani (Harafani dan Wahono, 2015),	� atau ���� 

sangat memengaruhi akurasi hasil klasifikasi SVM. Menurut Renukadevi 

(Renukadevi dan Thangaraj, 2013), � mendefinisikan jarak antara dua kelas data, 

yang mana semakin tinggi nilai � maka jarak antara dua kelas data semakin dekat. 

Menurut Qiu (Qiu, 2018), nilai ���� adalah unik untuk setiap set data, sehingga 

nilai ���� untuk setiap set data perlu diinvestigasi agar hasil klasifikasi SVM 

menjadi lebih akurat. Aydemir (Aydemir dan Kayikcioglu, 2011) menggunakan 
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���� dengan rentang 0.1 – 2.5 dan intervalnya 0,1. Kemudian Aydemir (Aydemir 

dan Kayikçioʇlu, 2016) meneliti SVM kembali dan menggunakan ���� yang sama 

seperti sebelumnya, namun dengan interval yang berbeda, yaitu 0,2. 

Algoritma dasar SVM adalah quadratic programming (QP) yang mana 

dimensi matriksnya besar dan terdapat banyak jumlah perulangan di dalam 

komputasi numeriknya (Al-Qammaz, Ahmad dan Yusof, 2016; Mirvaziri dan 

Mobarakeh, 2017). Platt (Platt, 1998) mengembangkan algoritma QP menjadi 

algoritma sequential minimal optimization (SMO) dan menurutnya SMO bisa 

1000 kali lebih cepat dibandingkan QP. Bagi Bottou (Bottou dan Lin, 2007), 

SMO mudah diprogram, bisa bekerja dengan cepat, dan teliti. 

SVM pada dasarnya adalah untuk mengklasifikasikan data dengan dua 

kelas (kelas biner) (Aoki et al., 2013; Guan, Zhao dan Wang, 2018). SVM bisa 

mengklasifikasi data lebih dari dua kelas dengan mengembangkan SVM biner 

(Burg dan Groenen, 2016; Xu et al., 2017). Menurut Heyden (Heyden, 2016), ada 

dua metode standar untuk SVM multikelas, yaitu metode one against one (OAO) 

dan one against all (OAA). Berlin (Berlin, 2017) dan Quitadamo (Quitadamo et 

al., 2017) menambahkan, selain metode OAO dan OAA, ada juga metode one 

against rest (OAR). Masih ada metode lain untuk SVM multikelas, yaitu metode 

directed acyclic graph (DAG) (Hsu dan Lin, 2002). Diantara empat metode 

tersebut, menurut Azis (Azis, Suhartono dan Himawan, 2017), metode OAO 

adalah yang paling akurat dengan kompleksitas komputasi yang paling rendah dan 

paling simetris dibandingkan metode yang lain. Jumlah model klasifikasi biner 

antarkelas metode OAO adalah sebanyak 
�(���)

�
 , dengan k adalah jumlah kelas 

(Liu, Yang dan Tang, 2010; Abbey, He dan Wang, 2017). 



 

 

 

Tabel 2.5 Contoh 10 model SVM dengan metode OAO untuk lima kelas
�� = -1 �� = +1 
Kelas 1 Kelas 2 
Kelas 1 Kelas 3 
Kelas 1 Kelas 4 
Kelas 1 Kelas 5 
Kelas 2 Kelas 3 
Kelas 2 Kelas 4 
Kelas 2 Kelas 5 
Kelas 3 Kelas 4 
Kelas 3 Kelas 5 
Kelas 4 Kelas 5 

 

Tabel 2.5 diadaptasi d

Herlawati, 2013). 

Gambar 2.

 

Gambar 2.7 diadaptasi dari Hassan 

(Huang dan Fisher, 2014)

dalam fungsi model klasifikasi 

menghasilkan kelas yang merupakan jawaban dari hipotesisnya. Kelas yang 

paling sering muncul dari semua hasil klasifikasi tersebut merupakan kelas untuk 

data xi (Milgram et al.

 

Contoh 10 model SVM dengan metode OAO untuk lima kelas
Hipotesis 

���(�) = (���)� + ��� 
���(�) = (���)� + ��� 
���(�) = (���)� + ��� 
���(�) = (���)� + ��� 
���(�) = (���)� + ��� 
���(�) = (���)� + ��� 
���(�) = (���)� + ��� 
���(�) = (���)� + ��� 
���(�) = (���)� + ��� 
���(�) = (���)� + ��� 

Tabel 2.5 diadaptasi dari Hsu (Hsu dan Lin, 2002; Widodo, Handayanto

Gambar 2.7 Contoh klasifikasi dengan metode OAO

Gambar 2.7 diadaptasi dari Hassan (Hassan dan Damper, 2010)

Fisher, 2014) yang mengilustrasikan data xi yang dimasukkan ke 

dalam fungsi model klasifikasi ���(�). Masing-masing fungsi model klasifikasi 

menghasilkan kelas yang merupakan jawaban dari hipotesisnya. Kelas yang 

paling sering muncul dari semua hasil klasifikasi tersebut merupakan kelas untuk 

et al., 2006; Nurhanna dan Othman, 2017). 

29 

Contoh 10 model SVM dengan metode OAO untuk lima kelas 

Lin, 2002; Widodo, Handayanto dan 

 

Contoh klasifikasi dengan metode OAO 

Damper, 2010) dan Huang 

yang dimasukkan ke 

masing fungsi model klasifikasi 

menghasilkan kelas yang merupakan jawaban dari hipotesisnya. Kelas yang 

paling sering muncul dari semua hasil klasifikasi tersebut merupakan kelas untuk 
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BAB III 

KERANGKA KONSEP PENELITIAN 

 

3.1 Konsep Penelitian 

Bagan kerangka konsep penelitian ini disajikan dalam Gambar 3.1. 

 

 

Gambar 3.1 Kerangka konsep penelitian 

 

Indikator pengendalian merupakan dasar dari pembuatan kursi roda 

berbasis brain computer interface (BCI). Penelitian ini berusaha membuat lima 

indikator pengendalian, yaitu: netral, maju, belok kanan, belok kiri, dan mundur. 

Pembuatan lima indikator pengendalian tersebut dimulai dengan perekaman sinyal 

EEG. Sinyal EEG yang telah direkam kemudian diekstraksi fiturnya untuk 

kemudian diklasifikasi menggunakan algoritma tertentu sehingga dihasilkan lima 

indikator yang dapat digunakan untuk pengendalian kursi roda BCI. Kursi roda 

BCI membutuhkan fitur sinyal EEG yang unik terhadap indikator 

pengendaliannya supaya indikator pengendaliannya akurat. Penelitian ini 

merekam sinyal EEG menggunakan Neurosky Mindwave. Metode continuous 
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wavelet transform (CWT) digunakan untuk mengekstraksi fitur EEG. Fitur-fitur 

yang dihasilkan kemudian dianalisis keunikannya menggunakan metode 

Friedman. Untuk pembuatan lima indikator pengendalian, fitur-fitur yang paling 

unik diklasifikasi menggunakan support vector machine (SVM). Hasil klasifikasi 

adalah lima indikator yang dapat digunakan untuk pengendalian kursi roda BCI. 

 

3.2 Variabel Penelitian 

Variabel dalam penelitian ini dikelompokkan menjadi variabel bebas dan 

variabel terikat. Variabel bebas dalam penelitian ini adalah fitur hasil ekstraksi 

sinyal EEG. Variabel terikat dalam penelitian ini adalah lima indikator 

pengendalian kursi roda BCI, antara lain: netral, maju, belok kanan, belok kiri, 

dan mundur. 

 



 

 

 

 

4.1 Tempat dan Waktu Penelitian

Penelitian dilaksanakan di Laboratorium Elektronika Universitas 

Brawijaya Malang mulai tanggal 30 Desember 2017 samp

 

4.2 Alat dan Bahan

Alat-alat yang digunakan antara lain:

1. Seperangkat Neurosky

2. PC/Laptop 

3. Software MATLAB

 

4.3 Prosedur Penelitian

Prosedur penelitian diperlihatkan pada Gambar 4.1.

 

Gambar 4.

 

Gambar 4.1 menunjukkan diagram alur prosedur penelitian yang 

diadaptasi dari Rebsamen 

(Hassan, 2015).  
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BAB IV 

METODE PENELITIAN 

Tempat dan Waktu Penelitian 

Penelitian dilaksanakan di Laboratorium Elektronika Universitas 

Brawijaya Malang mulai tanggal 30 Desember 2017 sampai 30 Maret 2018.

Alat dan Bahan 

alat yang digunakan antara lain: 

Neurosky Mindwave Model MW001 

MATLAB 

Prosedur Penelitian 

Prosedur penelitian diperlihatkan pada Gambar 4.1. 

Gambar 4.1 Diagram alur prosedur penelitian 

Gambar 4.1 menunjukkan diagram alur prosedur penelitian yang 

diadaptasi dari Rebsamen (Rebsamen, 2008), Huang (Huang, 2012)

Penelitian dilaksanakan di Laboratorium Elektronika Universitas 

ai 30 Maret 2018. 

 

Gambar 4.1 menunjukkan diagram alur prosedur penelitian yang 

(Huang, 2012), dan Hassan 



 

 

 

4.3.1 Studi Literatur

Studi literatur merupakan bagian yang menghimpun informasi dan 

referensi mengenai tema penelitian ini

BCI, dan EEG dihimpun dalam bagian ini. Literatur mengenai 

transform (CWT) untuk mengekstraksi fitur sinyal EEG, metode Friedman untuk 

menganalisis keunikan fitur, dan metode klasifikasi 

(SVM) juga dihimpun sebagai landasan dalam penelitian.

 

4.3.2 Penyusunan Sistem Instrumentasi

 

Gambar 4.

 

Gambar 4.2 diadaptasi dari 

Lamounier, 2017) yang menunjukkan rangkaian sistem instrumentasi penelitian 

ini. Neurosky Mindwave MW001 dan PC/Laptop adalah perangkat utama 

penelitian ini. Data sinyal EEG yang direkam Neurosky Mindwave MW001 dapat 

ditransmisikan ke dalam  komputer dengan perantara jaringan 

 

4.3.3 Pengujian Sistem Instrumentasi

Sistem instrumentasi perlu diuji agar validitas sinyal yang dihasilkan 

MW001 dapat diketahui. Pengujian sistem instrumentasi didasarkan dan 

 

Studi Literatur 

Studi literatur merupakan bagian yang menghimpun informasi dan 

referensi mengenai tema penelitian ini. Literatur mengenai sinyal otak, teknologi 

BCI, dan EEG dihimpun dalam bagian ini. Literatur mengenai continuous 

(CWT) untuk mengekstraksi fitur sinyal EEG, metode Friedman untuk 

menganalisis keunikan fitur, dan metode klasifikasi support vector machin

(SVM) juga dihimpun sebagai landasan dalam penelitian. 

Penyusunan Sistem Instrumentasi 

Gambar 4.2 Susunan Sistem Instrumentasi 

Gambar 4.2 diadaptasi dari (Maly, 2015) dan De Souza 

yang menunjukkan rangkaian sistem instrumentasi penelitian 

ini. Neurosky Mindwave MW001 dan PC/Laptop adalah perangkat utama 

penelitian ini. Data sinyal EEG yang direkam Neurosky Mindwave MW001 dapat 

nsmisikan ke dalam  komputer dengan perantara jaringan bluetooth

Pengujian Sistem Instrumentasi 

Sistem instrumentasi perlu diuji agar validitas sinyal yang dihasilkan 

MW001 dapat diketahui. Pengujian sistem instrumentasi didasarkan dan 
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Studi literatur merupakan bagian yang menghimpun informasi dan 

genai sinyal otak, teknologi 

continuous wavelet 

(CWT) untuk mengekstraksi fitur sinyal EEG, metode Friedman untuk 

support vector machine 

 

dan De Souza (De Souza dan 

yang menunjukkan rangkaian sistem instrumentasi penelitian 

ini. Neurosky Mindwave MW001 dan PC/Laptop adalah perangkat utama 

penelitian ini. Data sinyal EEG yang direkam Neurosky Mindwave MW001 dapat 

bluetooth. 

Sistem instrumentasi perlu diuji agar validitas sinyal yang dihasilkan 

MW001 dapat diketahui. Pengujian sistem instrumentasi didasarkan dan 
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dimodifikasi dari penelitian Robbins (Robbins et al., 2014) serta berdasarkan 

spesifikasi MW001 yang ditulis oleh Neurosky (Neurosky, 2009). Proses 

pengujian sistem instrumentasi dibagi menjadi tiga tahap, yaitu: pengujian nilai 

poor signal, pengujian semua keluaran MW001, dan pengujian spektrum 

frekuensi sinyal EEG yang direkam dengan MW001. Pengujian nilai poor signal 

adalah untuk melihat perbedaan antara keluaran yang dihasilkan MW001 saat 

dipakai dengan benar dengan keluaran yang dihasilkan saat tidak dipakai dengan 

benar. Poor signal merupakan salah satu keluaran MW001 untuk indikator 

kualitas sinyal. Hasil pengujian ini juga dapat memperlihatkan validitas sinyal 

yang direkam. Diterapkan empat perlakuan dalam pengujian ini, yaitu: 

1. MW001 dihidupkan namun tidak digunakan. 

2. MW001 dihidupkan dan disentuhkan ke organ tubuh lain. 

3. MW001 dihidupkan dan digunakan tanpa menghubungkan klip ground 

dengan daun telinga. 

4. MW001 dihidupkan dan digunakan sebagaimana mestinya namun diberi 

interferensi pada sensornya. 

5. MW001 dihidupkan dan digunakan sebagaimana mestinya. 

 

Nilai poor signal harus sesuai dengan spesifikasi MW001. Jika MW001 tidak 

digunakan dengan benar, maka nilai poor signal lebih dari nol. Pada poin 

pengujian yang terakhir, MW001 harus menghasilkan sinyal keluaran yang sesuai 

dengan spesifikasinya. Berdasarkan pernyataan Neurosky bahwa MW001 telah 

dilengkapi filter anti-aliasing sebagaimana yang telah diuraikan dalam subbab 

2.5, maka spektrum frekuensi sinyal EEG yang direkam dengan MW001 harus 



 

 

 

berada pada rentang 3 s. d. 100 Hz. Untuk membuktikannya, sinyal 

ditransformasi menjadi domain frekuensi dengan satuan 

spektrumnya ditampilkan dalam bentuk grafik beserta kurva y = 

untuk mengubah gain siny

(Ireland, 2010; Lawman, 2011)

 

Jika gain sinyal dalam dB bernilai kurang dari 

dilemahkan oleh filter

 

4.3.4 Pengambilan Data

 

Gambar 4.

 

berada pada rentang 3 s. d. 100 Hz. Untuk membuktikannya, sinyal 

ditransformasi menjadi domain frekuensi dengan satuan gain desibel (dB) dan 

spektrumnya ditampilkan dalam bentuk grafik beserta kurva y = 

untuk mengubah gain sinyal menjadi satuan dB disajikan dalam persamaan (4.1)

Ireland, 2010; Lawman, 2011). 

Gain�� = 20 ×	��logGain 

Jika gain sinyal dalam dB bernilai kurang dari -3 dB, maka sinyal tersebut telah 

dilemahkan oleh filter (White, 2000; Baker, 2015). 

Pengambilan Data 

Gambar 4.3 Diagram alir pengambilan datapada satu subjek
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berada pada rentang 3 s. d. 100 Hz. Untuk membuktikannya, sinyal EEG 

desibel (dB) dan 

spektrumnya ditampilkan dalam bentuk grafik beserta kurva y = -3dB. Rumus 

al menjadi satuan dB disajikan dalam persamaan (4.1) 

(4.1) 

3 dB, maka sinyal tersebut telah 

 
Diagram alir pengambilan datapada satu subjek 



 

 

 

Gambar 4.3 merupakan diagram alir pengambilan data yang diadaptasi 

dari Girase (Girase 

Apabila sistem instrumentasi yang digunakan sudah dapat dipastikan validitasnya, 

maka pengambilan data

dilakukan. Pengambilan data diterapkan

rohani. Sebelum pengambilan data, m

perekaman sinyal EEG disiapkan. Persiapan

komputer, menghidupkan 

melalui jaringan Bluetooth, memasangkan 

sistem instrumentasi sebagaimana yang telah diuraikan sebelumnya.

 

4.3.5 Pemrosesan Data

Setelah dipastikan alat dapat merekam sinyal EEG dan bekerja dengan 

baik, tahapan selanjutnya 

indikator pengendalian kursi roda.

 

Gambar 4.

 

Gambar 4.3 merupakan diagram alir pengambilan data yang diadaptasi 

 dan Deshmukh, 2015) dan Folane (Folane 

Apabila sistem instrumentasi yang digunakan sudah dapat dipastikan validitasnya, 

maka pengambilan data menggunakan sistem instrumentasi tersebut bisa 

engambilan data diterapkan pada tiga subjek yang sehat jasmani dan 

Sebelum pengambilan data, mula-mula sistem instrumentasi 

sinyal EEG disiapkan. Persiapannya meliputi: menghidupkan 

komputer, menghidupkan MW001, menghubungkan MW001 dengan komputer 

melalui jaringan Bluetooth, memasangkan MW001 pada subjek, serta pengujian 

sistem instrumentasi sebagaimana yang telah diuraikan sebelumnya.

Pemrosesan Data 

Setelah dipastikan alat dapat merekam sinyal EEG dan bekerja dengan 

baik, tahapan selanjutnya adalah pemrosesan data hingga dihasilkan lima 

gendalian kursi roda. 

Gambar 4.4 Diagram alir pemrosesan data 
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Gambar 4.3 merupakan diagram alir pengambilan data yang diadaptasi 

Folane et al., 2017). 

Apabila sistem instrumentasi yang digunakan sudah dapat dipastikan validitasnya, 

menggunakan sistem instrumentasi tersebut bisa 

pada tiga subjek yang sehat jasmani dan 

sistem instrumentasi untuk 

meliputi: menghidupkan 

dengan komputer 

ek, serta pengujian 

sistem instrumentasi sebagaimana yang telah diuraikan sebelumnya. 

Setelah dipastikan alat dapat merekam sinyal EEG dan bekerja dengan 

adalah pemrosesan data hingga dihasilkan lima 
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Gambar 4.4 diadaptasi dari Rechy-Ramirez (Rechy-Ramirez dan Hu, 2015), 

Rahul (Rahul, Sharma dan Paul, 2017), Al-Qaysi (Al-Qaysi et al., 2018), Edla 

(Edla et al., 2018), dan Pattnaik (Pattnaik dan Sarraf, 2018) yang menggambarkan 

diagram alir pemrosesan data sinyal EEG. Satu per satu antara subjek dengan 

perekam menentukan indikator pengendalian kursi roda BCI yang hendak 

dihasilkan. Subjek melakukan perintah mental sesuai indikator pengendalian kursi 

roda BCI yang telah ditentukan. Sinyal EEG dari subjek ditangkap oleh elektrode 

MW001. Sinyal EEG selanjutnya diterima dan dikonversi dari sinyal analog 

menjadi sinyal digital oleh modul TGAM di dalam MW001. Setelah itu, data 

berupa sinyal digital tersebut dikirimkan oleh modul TGAM ke komputer melalui 

jaringan Bluetooth. data yang didapatkan diterima oleh komputer dan diteruskan 

ke software MATLAB. Software MATLAB kemudian membaca dan 

menerjemahkan sinyal yang semula berbentuk data biner 16 bit menjadi data 

berbentuk desimal. data berupa sinyal yang direkam oleh Neurosky diakses 

menggunakan bahasa pemrograman MATLAB. Perekaman sinyal EEG pada satu 

subjek dilakukan sejumlah 5 indikator pengendalian × 105 detik × 12 perulangan. 

Dengan demikian, total waktu perekaman untuk satu subjek sekitar 1 jam 45 

menit. Semua data disimpan ke dalam harddisk komputer. Proses pengambilan 

data diulangi sampai data dari lima indikator pengendalian kursi roda berhasil 

dikumpulkan. Jika proses perekaman sudah selesai untuk lima indikator 

pengendalian, maka proses pengambilan data untuk satu subjek telah selesai. 

Data-data yang didapatkan adalah sinyal EEG dan poor level. Berdasarkan 

yang diuraikan dalam latar belakang penelitian mengenai teknik ekstraksi fitur 

dan perkembangan teknologi BCI yang diuraikan dalam subbab 2.1, maka 
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penelitian ini menerapkan CWT untuk mendekomposisi sinyal EEG. Subbab 2.7 

yang membahas tentang CWT mengantarkan penelitian ini untuk memilih 

parameter-parameter dalam proses dekomposisi sinyal EEG. Pertama, sebelum 

didekomposisi, sinyal EEG terlebih dahulu dicuplik dengan time window 

berdurasi 4 detik dan overlap 1 detik. Kedua, penelitian ini memilih fungsi 

wavelet shannon dan mengambil sinyal hasil dekomposisi pada rentang frekuensi 

4 – 30 Hz dengan memanfaatkan persamaan (2.4). Ketiga, nilai rata-rata absolut 

(|µ|) dan standar deviasi (σ) digunakan sebagai fitur dari hasil dekomposisi sinyal 

EEG oleh CWT. 

Uraian di dalam latar belakang mengenai teknik analisis keunikan fitur dan 

uraian dalam subbab 2.8 mengantarkan penelitian ini dalam memilih metode 

Friedman untuk menganalisis keunikan fitur sinyal EEG. Umumnya, hasil analisis 

Friedman ditampilkan dalam bentuk tabel dengan keterangan nilai signifikansi 

yang didapatkan. Namun, karena penelitian ini melibatkan data dengan jumlah 

yang besar, maka tampilan hasil analisis Friedman seperti uraian Uyanto (Uyanto, 

2009) dan Santoso (Santoso, 2014) dimodifikasi dalam bentuk grafik. 

 

 

Gambar 4.5 Contoh grafik tingkat keunikan fitur 
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Gambar 4.5 merepresentasikan nilai selisih absolut jumlah peringkat dari 

sepasang indikator pengendalian kursi roda BCI yang dibandingkan ([Rj – Rj’]) 

dalam sel warna. Nilai [Rj – Rj’] dijadikan dasar pengukuran tingkat keunikan fitur 

karena persamaan (2.8) menunjukkan bahwa semakin besar nilai [Rj – Rj’], maka 

keunikannya semakin signifikan. 

 

 

Gambar 4.6 Contoh grafik signifikansi keunikan fitur 

 

Gambar 4.6 menyajikan hasil uji hipotesis metode Friedman dalam bentuk grafik. 

Saat fitur pada sepasang indikator pengendalian kursi roda dinyatakan unik 

signifikan oleh metode Friedman, maka sel pada grafik di dalam Gambar 4.6 

direpresentasikan dengan warna merah, jika fitur dinyatakan tidak unik maka sel 

pada grafik direpresentasikan berwarna biru tua. 

Fitur yang paling unik kemudian digunakan untuk pembuatan indikator 

pengendalian kursi roda BCI. Penelitian ini memilih SVM untuk mengklasifikasi 

fitur. Proses ekstraksi fitur menghasilkan dua jenis fitur yang berbeda, yaitu fitur 

|µ| dan σ. Hal ini membuat proses klasifikasi terbagi tiga, yaitu: pelatihan, 

investigasi, dan evaluasi. Ketiga tahap tersebut diadaptasi dari Corazzol 
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(Corazzol, 2012) danWidodo (Widodo, Handayanto dan Herlawati, 2013). Tahap 

pelatihan adalah membuat model SVM sebagaimana yang diuraikan dalam subbab 

2.9dan dicontohkan dalam Tabel 2.6. Tahap investigasi adalah menentukan 

parameter-parameter model SVM dan pasangan fitur yang dapat menghasilkan 

indikator pengendalian yang paling akurat. Tahap evaluasi adalah menghitung 

seberapa akurat indikator pengendalian kursi roda BCI yang dihasilkan. 

Konsekuensi dari ketiga tahap tersebut adalah pembagian data menjadi tiga, yaitu: 

50% untuk pelatihan, 16,7 % untuk investigasi, dan 33,3 % untuk evaluasi. Tahap 

pelatihan adalah pembuatan model klasifikasi SVM RBF. Tahap investigasi 

adalah pengujian sementara pada model klasifikasi yang telah dibuat dengan 

mengubah-ubah model klasifikasi SVM pada nilai perameter kernel RBF (����) 

dan pasangan fiturnya sehingga didapatkan model klasifikasi yang paling akurat. 

Investigasi nilai ����diterapkan berdasarkan teori kernel RBF (����) di dalam 

subbab 2.9 yang menyatakan bahwa ���� memengaruhi hasil SVM (Claesen et 

al., 2014; Liu, Shen dan Wang, 2014; Harafani dan Wahono, 2015). Penelitian ini 

menerapkan SVM RBF dengan ���� bernilai antara 0,5 – 50 dan intervalnya 0,1. 

Rentang nilai ���� tersebut diadaptasi dari penelitian Aydemir (Aydemir dan 

Kayikcioglu, 2011; Aydemir dan Kayikçioʇlu, 2016) dengan memperlebar rentang 

nilainya. Sedangkan investigasi model SVM berdasarkan pasangan fitur 

diterapkan karena ekstraksi CWT pada sinyal EEG menghasilkan fitur dengan 

jumlah yang sangat banyak, sehingga penelitian ini termotivasi untuk 

menginvestigasi pasangan fitur yang dapat menghasilkan model klasifikasi SVM 

yang paling akurat. Ada tiga pasangan fitur yang diinvestigasi secara simultan 

dengan ����, yaitu: fitur |µ| yang paling unik pertama dan kedua (|µ|1, |µ|2), fitur σ 
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yang paling unik pertama dan kedua (σ1,σ2), serta fitur |µ| dan σ yang paling unik 

(|µ|1, σ1). Setelah model klasifikasi SVM sudah diinvestigasi, tahap berikutnya 

adalah evaluasi, yaitu menganalisis tingkat akurasi indikator pengendalian kursi 

roda BCI berdasarkan data uji. 

 

4.3.6 Analisis dan Interpretasi 

Hasil akhir dari SVM adalah indikator pengendalian kursi roda, antara 

lain: 0 untuk netral, 1 untuk maju, 2 untuk belok kanan, 3 untuk belok kiri, dan 4 

untuk mundur. Metode yang diusulkan diimplementasikan ke dalam PC untuk 

keperluan analisis nilai akurasi dari indikator pengendalian kursi roda yang 

dihasilkan oleh masing-masing subjek dan hasilnya kemudian diinterpretasikan 

berdasarkan teori-teori yang telah dikumpulkan. 
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BAB V 

HASIL DAN PEMBAHASAN 

 

5.1 Hasil Pengujian Sistem Instrumentasi 

Setelah rangkaian sistem instrumentasi telah dibuat, sistem instrumentasi 

terlebih dahulu diuji kelayakannya. Pengujian sistem dilakukan dengan maksud 

untuk memastikan bahwa data berupa sinyal EEG yang direkam menggunakan 

Neurosky Mindwave MW001 merupakan data yang valid. 

 

 
Gambar 5.1 Sinyal yang dihasilkan saat MW001 tidak digunakan 

 

Gambar 5.1 menunjukkan sinyal yang dihasilkan saat MW001 dihidupkan 

namun tidak digunakan. Sinyal yang dihasilkan tampak memiliki amplitudo yang 

sangat besar, konstan, dan rapat.  

 

 
Gambar 5.2 Spektrum frekuensi sinyal saat MW001 tidak digunakan 

 

Gambar 5.2 menunjukkan spektrum frekuensi sinyal saat MW001 dihidupkan 

namun tidak digunakan. Spektrum frekuensi yang disajikan dalam Gambar 5.2 
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menunjukkan terdapat sinyal yang mendominasi di frekuensi kisaran 100 Hz dan 

150 Hz. 

MW001 menyediakan sinyal hasil kalkulasi eSense yang disebut poor 

signal. Sinyal ini dibuat oleh Neurosky sebagai ukuran kualitas sinyal. 

Sebagaimana yang dijelaskan di subbab 2.5, sinyal ini memiliki rentang nilai 

antara 0 s.d. 200. Semakin mendekati 200 maka kualitas sinyal semakin jelek.  

 

 
Gambar 5.3 Nilai poor signal saat MW001 dihidupkan namun tidak digunakan 

 

Gambar 5.3 menunjukkan poor signal saat MW001 dihidupkan namun tidak 

digunakan. Gambar 5.3 menunjukkan bahwa poor signal menghasilkan nilai 200 

secara konstan. Hal ini menandakan bahwa sinyal yang dihasilkan saat MW001 

tidak digunakan telah sesuai dengan spesifikasinya. 

 

 
Gambar 5.4 Sinyal yang dihasilkan saat MW001 digunakan tanpa 

menghubungkan ground dengan daun telinga 

 

Gambar 5.4 menunjukkan sinyal yang dihasilkan saat MW001 digunakan 

tanpa menghubungkan klip ground dengan daun telinga. Sinyal yang ditampilkan 
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pada Gambar 5.4  tampak sukar untuk diamati. Keadaan sinyal saat ground tidak 

terhubung akan lebih mudah diamati bila dalam bentuk spektrum frekuensi. 

 

 
Gambar 5.5 Spektrum sinyal saat MW001 digunakan tanpa menghubungkan klip 

ground dengan daun telinga 

 

Gambar 5.5 menunjukkan spektrum frekuensi sinyal saat MW001 digunakan 

tanpa menghubungkan klip ground dengan daun telinga. Gambar 5.5 

menunjukkan adanya kesamaan bentuk spektrum dengan saat MW001 dihidupkan 

namun tidak digunakan. Kesamaannya terletak pada adanya sinyal yang 

mendominasi di frekuensi 150 Hz. Gambar 5.5 juga menunjukkan adanya sinyal 

pada rentang frekuensi sinyal EEG (3 s.d. 100 Hz). 

 

 
Gambar 5.6 Nilai poor signal saat MW001 digunakan tanpa menghubungkan 

ground dengan daun telinga 

 

Gambar 5.6 menunjukkan nilai poor signal yang dihasilkan saat klip 

ground MW001 tidak terhubung dengan daun telinga. Gambar 5.6 menunjukkan 

bahwa nilai poor signal yang dihasilkan saat ground tidak terhubung dengan daun 

telinga adalah bernilai 200. Hal ini menandakan bahwa MW001 mampu 
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mendeteksi keadaan ini dengan baik. Dengan demikian, sinyal yang dihasilkan 

saat MW001 digunakan namun ground tidak terhubung dengan daun telinga telah 

sesuai dengan spesifikasinya. 

 

 
Gambar 5.7 Sinyal yang dihasilkan saat MW001 dihidupkan dan elektrodenya 

disentuhkan ke organ tubuh lain 

 

Gambar 5.7 menunjukkan sinyal yang dihasilkan saat MW001 dihidupkan 

dan elektrodenya disentuhkan ke organ tubuh lain, yaitu permukaan kulit tangan. 

Sinyal yang ditunjukkan dalam Gambar 5.7 memperlihatkan bentuk sinyal yang 

hampir seragam dalam periode kurang dari satu detik.  

 

 
Gambar 5.8 Spektrum frekuensi sinyal saat MW001 dihidupkan dan disentuhkan 

ke organ tubuh lain 

 

Gambar 5.8 menunjukkan spektrum frekuensi sinyal saat MW001 

dihidupkan dan disentuhkan ke organ tubuh lain. Gambar 5.8 menunjukkan bahwa 

tidak ada spektrum frekuensi yang mendominasi di 150 Hz. Selain itu terdapat 

sinyal pada rentang frekuensi 3 s.d. 50 Hz yang merupakan rentang frekuensi 

sinyal EEG. Sinyal yang ditangkap oleh elektrode MW001 tersebut bisa jadi 
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berasal dari potensial listrik yang dihasilkan oleh sel epidermis maupun sel saraf 

pada kulit. Dugaan pertama didasarkan pada pernyataan Kawai (Kawai et al., 

2008) bahwa sel epidermis menghasilkan potensial listrik. Sedangkan dugaan 

kedua didasarkan pada teori tentang terjadinya potensial listrik pada sistem syaraf 

yang sudah diuraikan dalam subbab 2.2. Meskipun subbab 2.2 menguraikan 

terjadinya potensial listrik pada otak, namun sistem syaraf juga menyebar di organ 

tubuh lain termasuk kulit. Spektrum frekuensi sinyal yang ditunjukkan dalam 

Gambar 5.8 tersebut memicu keraguan pada validitas sinyal saat elektrode 

ditempelkan di kulit kepala pada titik FP1. Keraguan tersebut bisa dihilangkan 

dengan meninjau validitas sinyal tersebut. Menurut Kawai (Kawai et al., 2008), 

untuk merekam potensial listrik pada epidermis secara valid, maka elektrode 

referensi diletakkan di bawah lapisan epidermis atau di bawah lidah. Sedangkan 

untuk merekam potensial listrik otak secara valid, McFarland (McFarland et al., 

1997), Teplan (Teplan, 2002), Yao (Yao et al., 2005), Choi (Choi et al., 2006), 

Nunez (Nunez dan Srinivasan, 2006) dan Biopac (Biopac, 2014) menyatakan 

bahwa elektrode referensi diletakkan di daun telinga. Dengan demikian, potensial 

listrik yang ditangkap elektrode MW001 di kulit selain kulit kepala adalah sinyal 

yang tidak valid. Sedangkan saat MW001 digunakan dengan benar, maka sinyal 

yang ditangkap oleh elektrode MW001 adalah sinyal EEG yang valid.  

 

 
Gambar 5.9 Nilai poor signal saat MW001 dihidupkan dan disentuhkan ke organ 

tubuh lain 
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Gambar 5.9 menunjukkan nilai poor signal saat elektrode MW001 

ditempelkan ke organ tubuh lain. Gambar 5.9 menunjukkan bahwa saat elektrode 

MW001 ditempelkan ke organ tubuh lain, nilai poor signal yang dihasilkan tidak 

selalu nol. Poor signal  pada beberapa detik menghasilkan nilai lebih dari nol 

namun kurang dari 50 dan cukup sering terjadi. Sinyal ini bisa dijadikan indikator 

bahwa MW001 sedang merekam sinyal yang tidak valid. 

 

 
Gambar 5.10 Sinyal yang dihasilkan saat MW001 dihidupkan dan digunakan 
dengan pemberian interferensi berupa jari tangan pada elektrode sensornya 

 

Gambar 5.10 menunjukkan sinyal yang dihasilkan dari pemberian 

interferensi berupa organ tubuh lain yang berupa jari tangan. Gambar 5.10 

menunjukkan adanya kemiripan bentuk sinyal dengan saat elektrode ditempelkan 

di organ tubuh lain sebagaimana yang ditunjukkan dalam Gambar 5.7. 

 

 
Gambar 5.11 Spektrum frekuensi sinyal saat MW001 dihidupkan dan digunakan 

dengan pemberian interferensi organ tubuh lain pada elektrode sensornya 

 

Gambar 5.11 menunjukkan spektrum frekuensi dari sinyal yang ditunjukkan 

dalam Gambar 5.10. Gambar 5.11 menunjukkan bahwa spektrum frekuensi yang 
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dihasilkan mirip dengan spektrum frekuensi saat elektrode MW001 ditempelkan 

ke organ tubuh lain sebagaimana yang ditunjukkan dalam Gambar 5.8. 

 

 
Gambar 5.12 Nilai poor signal saat MW001 dihidupkan dan digunakan dengan 

pemberian interferensi organ tubuh lain pada elektrode sensornya 

 

Gambar 5.12 menunjukkan nilai poor signal saat MW001 digunakan 

dengan interferensi berupa organ tubuh lain. Gambar 5.12. menunjukkan bahwa 

nilai poor signal yang dihasilkan mirip dengan saat elektrode MW001 

ditempelkan pada organ tubuh lain. Nilai poor signal yang dihasilkan saat kondisi 

ini menunjukkan bahwa poor signal bisa dijadikan sebagai indikator validitas 

sinyal yang direkam.  

 

 
Gambar 5.13 Sinyal yang dihasilkan saat MW001 digunakan dengan pemberian 

interferensi berupa kertas tebal pada elektrode sensornya 

 

Gambar 5.13 menunjukkan sinyal yang dihasilkan saat MW001 digunakan 

dengan pemberian interferensi berupa kertas tebal pada elektrode sensornya. 

Gambar 5.13 menunjukkan bahwa bentuk sinyal yang dihasilkan sangat rapat.  
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Gambar 5.14 Spektrum frekuensi sinyal saat MW001 digunakan dengan 

pemberian interferensi berupa kertas tebal pada elektrode sensornya 

 

Gambar 5.14 menunjukkan spektrum frekuensi dari sinyal pada Gambar 5.13. 

Gambar 5.14 menunjukkan adanya sinyal yang mendominasi di frekuensi 150 Hz. 

Bentuk spektrum frekuensi ini mirip dengan saat MW001 dihidupkan namun tidak 

digunakan. Spektrum frekuensi ini juga mirip saat MW001 dihidupkan dan 

digunakan tanpa menghubungkan klip ground dengan daun telinga. 

  

 
Gambar 5.15 Nilai poor signal saat MW001 digunakan dengan pemberian 

interferensi berupa kertas tebal pada elektrode sensornya 

 

Gambar 5.15 menunjukkan nilai poor signal saat MW001 digunakan dan 

diberi interferensi berupa kertas tebal pada elektrode sensornya. Gambar 5.15 

menunjukkan indikator poor signal selalu bernilai nol. Hasil ini menunjukkan 

bahwa poor signal tidak mampu mendeteksi adanya interferensi kertas tebal. 

Meski demikian, munculnya sinyal dengan amplitudo tinggi pada frekuensi 150 

Hz saat MW001 berpotensi digunakan sebagai indikator validitas sinyal. 
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Gambar 5.16 Sinyal yang dihasilkan saat MW001 digunakan dengan benar 

 

Gambar 5.16 menunjukkan sinyal yang dihasilkan saat MW001 digunakan 

sebagaimana mestinya.  

 

 
Gambar 5.17 Spektrum frekuensi sinyal EEG saat alat digunakan dengan benar 

 

Gambar 5.17 menunjukkan spektrum frekuensi sinyal yang ditunjukkan pada 

Gambar 5.16. Gambar 5.17 menunjukkan bahwa spektrum frekuensi sinyal yang 

dihasilkan adalah berada pada rentang frekuensi EEG, yaitu 0 s.d. 50 Hz, 

meskipun masih terdapat noise dengan amplitudo yang rendah pada frekuensi di 

atas 100 Hz. Gambar 5.17 menunjukkan bahwa tidak ada sinyal dengan amplitudo 

yang sangat tinggi pada frekuensi 150 Hz. 

 

 
Gambar 5.18 Nilai poor signal saat alat digunakan dengan benar 
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Nilai poor signal saat MW001 digunakan dengan sebagaimana mestinya 

ditunjukkan dalam Gambar 5.18. Gambar 5.18 menunjukkan poor signal selalu 

bernilai nol. Hasil ini menunjukkan bahwa poor signal yang bernilai nol saat 

MW001 digunakan dengan benar adalah sesuai dengan spesifikasinya. 

 

 
Gambar 5.19 Spektrum sinyal yang direkam oleh Neurosky Mindwave saat alat 

digunakan dengan benar 

 

MW001 memiliki filter hardware dengan rentang 3 Hz s.d. 100 Hz dan 

dilengkapi filter antialiasing yang memastikan sinyal yang terekam merupakan 

sinyal EEG dengan cut-off pada 100 Hz. Gambar 5.19 menunjukkan spektrum 

frekuensi sinyal yang direkam MW001 dalam satuan desibel (dB). Garis putus-

putus warna merah pada Gambar 5.19 merupakan garis ambang yang bernilai -3 

dB. Berdasarkan ungkapan White (White, 2000) dan Baker (Baker, 2015), 

diketahui Gambar 5.19 menunjukkan bahwa sinyal dengan frekuensi di atas 100 

Hz telah dilemahkan oleh filter karena dayanya kurang dari -3 dB. Hasil ini 

menunjukkan Neurosky Mindwave MW001 menghasilkan sinyal yang sesuai 

dengan spesifikasinya.  
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5.2 Hasil Pengambilan Data 

Hasil rekaman sinyal EEG dari masing-masing subjek ditampilkan dalam 

bentuk grafik. Bagian ini menampilkan sinyal EEG indikator maju dari subjek 1, 

subjek 2, dan subjek 3. Sedangkan untuk sinyal yang lain terlampir. 

 

(a) 

 

(b) 

 

(c) 

 
Gambar 5.20 Sinyal EEG untuk indikator maju; (a) subjek 1 (b) subjek 2 (c) 

subjek 3 

 

Gambar 5.20 menunjukkan bahwa sinyal EEG yang dihasilkan dari indikator 

pengendalian yang sama namun oleh subjek yang berbeda, sekilas bentuknya 

berbeda.  

 

5.3 Hasil Pemrosesan Data 

Setelah sinyal EEG direkam, tahap pre-processing dilakukan, yaitu 

memfilter sinyal EEG menggunakan filter digital bandpass dengan rentang 

frekuensi 4 – 30 Hz.  
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(a) 

 

(b) 

 

(c) 

 
Gambar 5.21 Sinyal EEG untuk indikator maju yang sudah difilter; (a) subjek 1 

(b) subjek 2 (c) subjek 3 

 

Sinyal EEG dari Gambar 5.20 yang telah difilter disajikan dalam Gambar 5.21.  

 

(a) 

 
(b) 

 
(c) 

 
Gambar 5.22 Hasil CWT sinyal EEG untuk indikator maju; (a) subjek 1 (b) subjek 

2 (c) subjek 3 
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Setelah sinyal difilter, sinyal EEG didekomposisi menggunakan CWT 

dengan time window 4 detik overlap 1 detik dan hasilnya disajikan dalam Gambar 

5.22. Meskipun ketiga subjek melakukan perintah mental dengan indikator yang 

sama, Gambar 5.22 menunjukkan perbedaan bentuk sinyal EEG dalam spektrum 

CWT dari ketiga subjek. 

Selanjutnya, hasil dekomposisi CWT sinyal EEG dengan time window 4 

detik overlap 1 detik pada setiap pseudo frekuensi dihitung nilai rata-rata absolut 

(|μ|) dan standar deviasinya (σ). Fitur |μ| dan σ disajikan dalam grafik spektrum 

dengan kontur warna yang merepresentasikan nilai dari kedua fitur tersebut. 

 

(a) 

(b) 

(c) 

 

Gambar 5.23 Fitur |μ| hasil CWT sinyal EEG untuk indikator maju; (a) subjek 1 
(b) subjek 2 (c) subjek 3. 
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(a) 

 

(b) 

 

(c) 

 
Gambar 5.24 Fitur σ hasil CWT sinyal EEG untuk indikator maju; (a) subjek 1 (b) 

subjek 2 (c) subjek 3 

 

Grafik spektrum dari fitur |μ| dan σ pada Gambar 5.23 dan Gambar 5.24 

menunjukkan bahwa fitur indikator maju dari ketiga subjek sama-sama cenderung 

besar nilainya pada frekuensi di atas 10 Hz. 

 

5.4 Hasil Analisis Keunikan Fitur 

Hasil analisis keunikan fitur menggunakan metode Friedman disajikan 

dalam subbab ini. Hasil analisis keunikan fitur dari setiap subjek disajikan dalam 

bentuk grafik sebagaimana yang telah diuraikan dalam subbab 4.3.5. Hasil analisis 

keunikan fitur |μ| dan σ masing-masing disajikan dalam Gambar 5.25 dan Gambar 

5.26. 



 

56 
 

 
 

(a) 

(b) 

(c) 

Gambar 5.25 Tingkat keunikan fitur |μ|  hasil CWT sinyal EEG; (a) subjek 1 (b) 
subjek 2 (c) subjek 3 

 

(a) 

(b) 

(c) 

Gambar 5.26 Tingkat keunikan fitur σ hasil CWT sinyal EEG; (a) subjek 1 (b) 
subjek 2 (c) subjek 3 
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Gambar 5.25 dan Gambar 5.26 menunjukkan bahwa setiap fitur dari setiap 

pasangan indikator pengendalian kursi roda memiliki tingkat keunikan yang 

berbeda. Nilai keunikan fitur |μ| tertinggi dari subjek 1, subjek 2, dan subjek 3 

masing-masing adalah 400 (pasangan indikator “maju – mundur”), 437 (pasangan 

indikator “netral - kiri”), dan 597 (pasangan indikator “netral - kiri”). Sedangkan 

nilai keunikan fitur σ tertinggi dari ketiga subjek masing-masing adalah 380, 419, 

568. Gambar 5.25 dan Gambar 5.26 menunjukkan bahwa 6 atau 7 dari 10 

pasangan indikator pengendalian kursi roda BCI dari ketiga subjek mengasilkan 

fitur yang paling unik bukan berada pada rentang frekuensi ERD (8 – 12 Hz) 

maupun ERS (13 – 35 Hz), melainkan pada rentang frekuensi teta (4 –  7 Hz). 

Hasil ini menyimpang dari teori ERD dan ERS bahwa keduanya berkaitan erat 

dengan pengendalian mental (Thomas, Fruitet dan Clerc, 2013; Rahul, Sharma 

dan Paul, 2017; Krishnan dan Athavale, 2018). Seharusnya, fitur yang paling unik 

terhadap indikator pengendalian selalu terjadi pada komponen ERD dan ERS.  

Ahn (Ahn et al., 2013) dan Azali (Azali, 2015) di dalam subbab 2.3 

menyebutkan bahwa keadaan-keadaan mental seseorang pada rentang frekuensi 

teta antara lain: intuitif, kreatif, sedang mengingat, sedang berkhayal, dan sedang 

melamun. Berdasarkan teori tersebut, dominasi keunikan fitur yang terjadi pada 

rentang frekuensi teta sebagaimana yang ditunjukkan dalam Gambar 5.25 dan 

5.26 kemungkinan kuat disebabkan oleh subjek yang menggunakan khayalannya 

saat pembuatan indikator pengendalian kursi roda BCI. Pasangan indikator 

pengendalian kursi roda BCI yang fiturnya paling unik di frekuensi teta 

menandakan kontrasnya khayalan subjek saat melakukan perintah mental untuk 

kedua indikator pengendalian tersebut. 
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(a) 

(b) 

(c) 

Gambar 5.27 Signifikansi keunikan fitur |μ| hasil CWT sinyal EEG; (a) subjek 1 
(b) subjek 2 (c) subjek 3 

 

 (a) 

(b) 

(c) 

Gambar 5.28 Signifikansi keunikan fitur σ hasil CWT sinyal EEG; (a) subjek 1 (b) 
subjek 2 (c) subjek 3 
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Metode Friedman juga menghasilkan informasi mengenai signifikansi 

keunikan fitur terhadap setiap pasang indikator pengendalian kursi roda. Gambar 

5.27 dan Gambar 5.28 masing-masing menunjukkan signifikansi keunikan fitur |μ| 

dan fitur σ dari hasil dekomposisi CWT sinyal EEG ketiga subjek. Gambar 

5.27(a) dan Gambar 5.28(a) menunjukkan bahwa pasangan indikator netral 

dengan kiri pada subjek 1 tidak memiliki fitur |μ| dan σ yang unik signifikan pada 

pseudo frekuensi manapun. Sedangkan Gambar 5.27(b,c) dan Gambar 5.28(b,c) 

menunjukkan bahwa semua pasangan indikator pengendalian kursi roda BCI pada 

subjek 2 dan subjek 3 memiliki |μ| dan σ yang unik signifikan. 

Grafik distribusi data dari hasil analisis keunikan fitur perlu dibuat agar 

dapat diamati sejauh mana nilai tingkat keunikan fitur dan signifikansinya dapat 

menggambarkan sebaran data.  

 

 
Gambar 5.29 Sebaran data dua fitur yang tingkat keunikannya tinggi dan 

signifikan 

 

Gambar 5.29 menunjukkan sebaran fitur |µ| dengan tingkat keunikan 597 dan fitur 

σ dengan tingkat keunikan 568 dari subjek 3 untuk pasangan indikator 
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pengendalian “netral – kiri”. Gambar 5.29 menunjukkan bahwa data tampak 

terpisah menurut kelasnya meskipun ada beberapa data yang menyimpang dari 

kelasnya dengan probabilitas yang tidak terlalu besar.  

 

 

Gambar 5.30 Sebaran data dua fitur yang tingkat keunikannya sedang dan 
signifikan 

 

Gambar 5.30 menunjukkan sebaran fitur |µ| dengan tingkat keunikan 210 dan fitur 

σ dengan tingkat keunikan 213 dari subjek 2 untuk pasangan indikator 

pengendalian “kanan – mundur”. Gambar 5.30 menunjukkan bahwa pada fitur 

yang tingkat keunikannya sedang dan dinyatakan signifikan oleh metode 

Friedman, probabilitas penyimpangan datanya terhadap kelasnya lebih besar 

dibandingkan dengan sebaran data fitur yang telah disajikan di dalam Gambar 

5.29. Data-data yang menyimpang di dalam Gambar 5.29 dan Gambar 5.30 terjadi 

karena fitur sinyal EEG bersifat nonlinier sebagaimana yang telah disebutkan di 

dalam subbab 2.2 oleh Siuly (Siuly, 2012), Carvalho (Carvalho et al., 2015), Al-

Qammaz (Al-Qammaz, Ahmad dan Yusof, 2016), dan Torse (Torse, Desai dan 

Khanai, 2018). 
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Gambar 5.31 Sebaran data dua fitur yang tingkat keunikannya rendah dan tidak 

signifikan 

 

Gambar 5.31 menunjukkan sebaran dua fitur |μ| dengan tingkat keunikan 74 dan 

fitur σ dengan tingkat keunikan 81 dari subjek 1 untuk pasangan indikator 

pengendalian “netral – kiri”. Gambar 5.31 menunjukkan bahwa pada fitur yang 

tingkat keunikannya rendah dan dinyatakan tidak signifikan, penyimpangan 

datanya sangat besar. Gambar 5.29, Gambar 5.30, dan Gambar 5.31 menunjukkan 

bahwa hasil analisis keunikan fitur menggunakan metode Friedman dapat 

menggambarkan karakteristik sebaran data dari suatu fitur sinyal EEG. Dengan 

demikian, hasil analisis keunikan fitur dapat dimanfaatkan untuk menyeleksi fitur-

fitur yang akan digunakan untuk pembuatan lima indikator pengendalian kursi 

roda BCI serta dapat digunakan untuk menganalisis penyebab penyimpangan-

penyimpangan indikator pengendalian kursi roda BCI yang dihasilkan. 

 

5.5 Pembuatan Indikator Pengendalian Kursi Roda 

Sebagaimana yang telah diuraikan dalam 4.3.5, proses pembuatan 

indikator pengendalian kursi roda dibagi menjadi tiga tahap, yaitu: pelatihan, 
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investigasi, dan evaluasi. Subbab ini menyajikan hasil investigasi dan hasil 

evaluasi dari pembuatan lima indikator pengendalian kursi roda BCI 

menggunakan SVM. Berdasarkan uraian di dalam subbab 4.3.5, hasil investigasi 

disajikan dalam bentuk tabel dengan mencantumkan nilai ����, pasangan fitur, 

dan nilai akurasi. 

 

Tabel 5.1 Hasil investigasi pembuatan indikator pengendalian kursi roda BCI 

Pasangan 
Indikator 

Subjek 1 Subjek 2 Subjek 3 Akurasi 
Rata-
rata 

����  Fitur Akurasi ����  Fitur Akurasi ���� Fitur Akurasi 

Netral  
Maju 

4,6 
|µ|1, 
|µ|2 

71,53% 3,6 
σ1, 
σ2 

71,74% 24,3 
σ1, 
σ2 

90,20% 77,82% 

Netral  
Kanan 

5,5 
|µ|1, 
σ1 

59,42% 7,0 
|µ|1, 
|µ|2 

52,17% 8,5 
σ1, 
σ2 

50,98% 54,19% 

Netral  
Kiri 

0,8 
σ1, 
σ2 

52,89% 13,6 
|µ|1, 
σ1 

74,63% 6,6 
|µ|1, 
|µ|2 

71,84% 66,45% 

Netral  
Mundur 

0,5 
σ1, 
σ2 

57,25% 4,2 
|µ|1, 
|µ|2 

65,94% 2,1 
|µ|1, 
σ1 

71,57% 64,92% 

Maju  
Kanan 

4,0 
σ1, 
σ2 

54,01% 17,3 
σ1, 
σ2 

65,22% 25,8 
σ1, 
σ2 

77,94% 65,72% 

Maju  
Kiri 

6,7 
|µ|1, 
σ1 

73,72% 12,5 
|µ|1, 
σ1 

74,64% 0,5 
|µ|1, 
σ1 

65,69% 71,35% 

Maju  
Mundur 

6,2 
|µ|1, 
|µ|2 

69,34% 9,2 
|µ|1, 
σ1 

50,72% 18,8 
σ1, 
σ2 

69,85% 63,30% 

Kanan  
Kiri 

0,7 
σ1, 
σ2 

61,59% 9,6 
|µ|1, 
σ1 

75,36% 4,5 
σ1, 
σ2 

77,37% 71,44% 

Kanan  
Mundur 

0,5 
|µ|1, 
σ1 

54,35% 9,5 
|µ|1, 
σ1 

60,87% 16,9 
|µ|1, 
σ1 

50,00% 55,07% 

Kiri  
Mundur 

10,3 
|µ|1, 
|µ|2 

60,86% 2,0 
σ1, 
σ2 

55,80% 5,3 
σ1, 
σ2 

57,66% 58,11% 

Keterangan: 
 |µ|1 = fitur nilai rata-rata absolut yang paling unik pertama. 
 |µ|2 = fitur nilai rata-rata absolut yang paling unik kedua. 
 σ1 = fitur standar deviasi yang paling unik pertama. 
 σ2 = fitur standar deviasi yang paling unik kedua. 
 

Hasil investigasi model klasifikasi SVM di dalam Tabel 5.1 menunjukkan bahwa 

nilai ���� dari setiap pasangan indikator pengendalian kursi roda BCI pada ketiga 

subjek adalah variatif. Pasangan fitur yang dinyatakan optimal dari setiap subjek 

juga variatif terhadap setiap pasangan indikator pengendalian kursi roda BCI. 
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Terdapat perbedaan pasangan indikator yang menghasilkan model klasifikasi 

SVM dengan nilai akurasi tertinggi dari ketiga subjek. Model klasifikasi yang 

paling akurat pada subjek 1, subjek 2, dan subjek 3 masing-masing dihasilkan 

oleh pasangan indikator pengendalian “maju – kiri” (73,72 %), “kanan – kiri” 

(75,36 %), dan “netral – maju” (90,20 %). Sedangkan model klasifikasi yang 

akurasinya paling rendah pada subjek 1, subjek 2, dan subjek 3 masing-masing 

dihasilkan oleh pasangan indikator pengendalian “netral – kiri” (52,89 %), “maju 

– mundur” (50,72 %), dan “kanan – mundur” (50 %). 

Ditinjau dari pasangan indikator pengendalian kursi roda BCI, pasangan 

indikator “netral – maju” dari ketiga subjek menghasilkan model klasifikasi SVM 

dengan nilai akurasi rata-rata tertinggi, yaitu 77,82%. Sedangkan pasangan 

indikator “netral – maju” dari ketiga subjek menghasilkan model klasifikasi SVM 

dengan nilai akurasi rata-rata paling rendah, yaitu 54,19%. 

 

Tabel 5.2 Kesesuaian hasil investigasi model klasifikasi terhadap keunikan fitur 

Akurasi Rata-rata 

Keunikan Tinggi Keunikan Menengah Keunikan Rendah 

68,72% 58,94% 56,10% 

Kesesuaian dengan Keunikan Fitur Jumlah Persentase 

Sesuai Keunikan Fitur 24 80% 

Tidak Sesuai Keunikan Fitur 6 20% 

 

Tabel 5.2 menunjukkan bahwa akurasi rata-rata model klasfikasi SVM 

yang dicapai oleh fitur dengan tingkat keunikan tinggi, menengah, dan rendah 

masing-masing adalah 68,78%, 58,94%, dan 56,10%. Tabel 5.2 juga 

menunjukkan bahwa nilai akurasi model klasifikasi SVM dari 30 pasangan 

indikator pengendalian kursi roda BCI (10 pasangan indikator dari ketiga subjek), 
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24 di antaranya sesuai dengan tingkat keunikan fitur, sedangkan enam diantaranya 

tidak sesuai dengan tingkat keunikan fitur. Enam pasangan indikator tersebut 

antara lain: “kanan – mundur” dan “kiri – mundur” pada subjek 1; “kiri – 

mundur” pada subjek 2; “netral – kanan”, “kanan – mundur”, dan “kiri – mundur” 

pada subjek 3. Penyebab 20% ketidaksesuaian hasil investigasi dengan tingkat 

keunikan fitur tersebut diduga kuat faktor utamanya adalah sifat ketidaklinieran 

fitur sinyal EEG sebagaimana yang telah diuraikan dalam subbab 2.2. 

 

Tabel 5.3 Matriks confusion pembuatan indikator pengendalian kursi roda BCI 

  
Hasil Prediksi 

Total 
Netral Maju Kanan Kiri Mundur 

T
ar

ge
t 

S
u

b
je

k
 1

 Netral 5 28 11 21 4 69 
Maju 4 54 9 32 4 103 

Kanan 5 36 4 56 2 103 
Kiri 1 44 24 0 0 69 

Mundur 11 12 1 65 15 104 

S
u

b
je

k
 2

 Netral 58 1 7 6 31 103 
Maju 48 5 12 11 27 103 

Kanan 44 2 17 7 33 103 
Kiri 38 1 28 5 31 103 

Mundur 43 1 18 6 35 103 

S
u

b
je

k
 3

 Netral 50 3 5 39 6 103 
Maju 60 5 6 25 6 102 

Kanan 59 6 7 13 18 103 
Kiri 28 9 13 52 1 103 

Mundur 68 9 11 6 9 103 
Keterangan: 
 Angka yang dicetak tebal adalah jumlah hasil prediksi yang sesuai dengan 

target 
 

Tabel 5.3 menunjukkan jumlah hasil prediksi indikator pengendalian kursi 

roda BCI yang sesuai dengan target evaluasi dan yang tidak sesuai dengan target 

evaluasi. Tabel 5.3 menunjukkan bahwa penyimpangan yang terjadi pada 

indikator pengendalian kursi roda yang dibuat adalah cenderung tinggi. Kolom 
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“Total” pada Tabel 5.3 menunjukkan adanya dua data yang jumlahnya lebih 

sedikit dibandingkan data yang lain, yaitu pada baris “netral” dan “kiri” subjek 1. 

Jumlah tersebut lebih sedikit karena ada sebagian set sinyal yang tidak lolos uji 

validitas sinyal (subbab 4.3.3). 

 

Tabel 5.4 Akurasi indikator pengendalian kursi roda BCI hasil evaluasi 

 
Subjek 1 Subjek 2 Subjek 3 

Akurasi 17,41% 23,30% 23,93% 

Akurasi dengan toleransi 22,10% 56,89% 65,76% 

Deviasi rata-rata 0,78 

 

Toleransi yang dimaksud dalam Tabel 5.4 adalah jika terdapat hasil prediksi 

berupa indikator netral yang muncul pada target yang bukan indikator netral, 

maka hasil prediksi dianggap benar. Alasan pembenaran dalam toleransi tersebut 

adalah karena secara umum penyimpangan berupa indikator netral tidak 

membahayakan pengguna kursi roda BCI. Secara umum Tabel 5.4 menunjukkan 

bahwa indikator pengendalian kursi roda BCI yang dibuat dalam penelitian ini 

memiliki akurasi yang rendah dan belum dapat diaplikasikan ke dalam kursi roda 

BCI. Selain itu, Tabel 5.4 juga menunjukkan nilai deviasi rata-rata yang cukup 

besar, yaitu mencapai 0,78. Ditinjau dari hasil analisis keunikan fitur, rendahnya 

nilai akurasi dan besarnya deviasi indikator pengendalian yang dihasilkan tersebut 

adalah akibat dari kurang uniknya fitur sinyal EEG pada beberapa pasangan 

indikator pengendalian kursi roda BCI. Imbas dari kurang uniknya fitur tersebut 

adalah rendahnya nilai akurasi model klasifikasi SVM yang dihasilkan. Model 

klasifikasi yang kurang akurat mengakibatkan besarnya penyimpangan hasil 

prediksi indikator pengendalian kursi roda BCI yang dihasilkan. 
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5.6 Pembahasan 

Analisis keunikan fitur sinyal EEG terhadap lima indikator pengendalian 

kursi roda BCI menggunakan metode Friedman telah dilakukan. Metode yang 

diusulkan dapat mengukur tingkat keunikan fitur beserta tingkat signifikansi 

keunikannya. Hasil analisis tingkat keunikan fitur menunjukkan bahwa secara 

kualitatif nilai tingkat keunikan fitur sinyal EEG dan signifikansinya terhadap 

indikator pengendalian kursi roda BCI berhubungan dengan kelinieran sebaran 

data fitur sinyal EEG terhadap kelas indikator pengendalian kursi roda BCI. 

Semakin besar dan signifikan nilai tingkat keunikan fitur sinyal EEG terhadap 

indikator pengendalian kursi roda, maka probabilitas penyimpangan data dari 

kelasnya semakin kecil. Semakin kecil dan tidak signifikan nilai tingkat keunikan 

fitur, maka probabilitas penyimpangan data dari kelasnya semakin besar. 

Hasil pembuatan lima indikator pengendalian kursi roda BCI 

menggunakan metode SVM RBF menunjukkan bahwa probabilitas penyimpangan 

indikator pengendalian yang dihasilkan masih sangat tinggi dan belum bisa 

diaplikasikan pada kursi roda BCI. Hasil analisis keunikan fitur menunjukkan 

bahwa besarnya penyimpangan tersebut diduga kuat disebabkan oleh 

ketidaklinieran fitur sinyal EEG. Meskipun telah digunakan metode Friedman 

yang merupakan pendekatan nonlinier untuk menganalisis keunikan fitur sinyal 

EEG sekaligus fungsi kernel RBF yang merupakan pendekatan nonlinier untuk 

model klasifikasi SVM, ternyata kombinasi keduanya belum bisa menghasilkan 

lima indikator pengendalian kursi roda yang cukup akurat. 

Penelitian Girase (Girase dan Deshmukh, 2015) dan Siswoyo (Siswoyo, 

Arief dan Sulistijono, 2017) berhasil membuat lebih dari dua indikator 
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pengendalian BCI berdasarkan sinyal EEG dengan akurasi di atas 90% padahal 

sinyalnya direkam menggunakan EEG sensor tunggal. Girase (Girase dan 

Deshmukh, 2015) memanfaatkan fitur domain waktu dari Mindwave, yaitu 

attention dan meditation, serta fitur kedipan mata (blink). Sedangkan Siswoyo 

(Siswoyo, Arief dan Sulistijono, 2017) memanfaatkan fitur domain waktu berupa 

nilai tegangan sinyal, level alfa 1, level alfa 2, attention, dan meditation. Fitur 

level alfa 1 dan alfa 2 juga termasuk fitur bawaan Mindwave. Detail proses 

ekstraksi fitur Mindwave tidak open source sehingga tidak bisa ditampilkan. 

Berdasarkan kedua penelitian tersebut, fitur domain waktu bisa dipertimbangkan 

sebagai pilihan untuk pembuatan indikator pengendalian kursi roda BCI dengan 

catatan fitur yang hendak digunakan dianalisis keunikannya terlebih dahulu. 

Besarnya deviasi indikator pengendalian kursi roda BCI hasil penelitan ini dan 

besarnya akurasi indikator pengendalian BCI oleh Girase memunculkan 

pertimbangan untuk mengombinasikan fitur sinyal EEG dengan fitur sinyal yang 

lain seperti EMG pada titik FP1 atau yang lainnya, sehingga diharapkan indikator 

pengendalian kursi roda BCI menjadi lebih akurat. 

MW001 didesain untuk merekam sinyal EEG dari titik FP1 (Neurosky, 

2009; Dobosz dan Wittchen, 2015; Ginete et al., 2015) sehingga perekaman pada 

titik lain belum diketahui validitasnya. Boleh jadi selain titik FP1 terdapat titik 

perekaman yang menghasilkan sinyal EEG dengan fitur lebih unik. 

Besarnya penyimpangan Indikator pengendalian BCI hasil penelitian ini 

memunculkan perhatian pada kualitas sinyal EEG. Sinyal EEG adalah sinyal 

listrik (Teplan, 2002; Tyagi, Semwal dan Shah, 2012). Penghambat kualitas sinyal 

EEG adalah impedansi kulit kepala, utamanya oleh stratum corneum (SC) (Cardu 
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et al., 2012; Lu et al., 2018). Mungkin MW001 perlu perlakuan tertentu agar 

kepekaannya dapat ditingkatkan. Namun, modul TGAM dalam MW001 sudah 

dipatenkan Neurosky (Neurosky, 2010; Aswathy, 2015). Perlakuan pada elektrode 

MW001 bisa dipertimbangkan untuk meningkatkan kualitas sinyal EEG.  

Berbicara mengenai teknologi kursi roda, telah banyak pengembangan 

kursi roda yang dapat dikendalikan tanpa gerakan anggota tubuh secara aktual, 

bahkan tanpa tombol untuk mengontrolnya. Beberapa contohnya antara lain: kursi 

roda yang digunakan oleh Stephen Hawking (Grabianowski, 2007; Bennett, 2018; 

Pash, 2018), kursi roda yang dikendalikan dengan ekspresi wajah (Rabhi, Mrabet 

dan Fnaiech, 2018), kursi roda yang dikendalikan dengan gerakan kepala 

(Machangpa dan Chingtham, 2018), kursi roda yang dikendalikan dengan suara 

penggunanya (Al-Rousan dan Assaleh, 2011; Ruíz-Serrano et al., 2013; Škraba et 

al., 2015), kursi roda yang dikendalikan dengan gerakan tangan (Kundu et al., 

2017), dan kursi roda yang dikendalikan dengan sistem pendeteksi lingkungan 

atau path planning (Leishman, Horn dan Bourhis, 2010; Jiao et al., 2018).  

Kursi roda Stephen Hawking dapat dikendalikan dengan memanfaatkan 

sensor inframerah yang diletakkan di pipi kanan Hawking (AMS Vans Team, 

2018). Sensor tersebut membuat pipi Hawking menjadi pointer untuk layar 

komputer di hadapannya, sehingga dia bisa memilih ingin bergerak menuju 

kemanapun dia mau (How It Works Team, 2016). 

 Rabhi (Rabhi, Mrabet dan Fnaiech, 2018) membuat kursi roda yang 

dilengkapi kamera untuk menangkap citra wajah penggunanya. Citra yang 

ditangkap oleh kamera diolah komputer menggunakan metode Viola Jones dan 
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neural network. Kursi roda Rabhi dapat digerakkan berdasarkan ekspresi wajah 

dengan akurasi mencapai 97,10%. 

Machangpa (Machangpa dan Chingtham, 2018) mengembangkan kursi 

roda yang bisa dikendalikan dengan gerakan kepala. Machangpa memanfaatkan 

sensor aselerometer, giroskop, dan dilengkapi dengan sensor ultra sonik. 

Machangpa mengklaim bahwa kursi roda buatannya telah didesain dengan biaya 

yang efektif, aman digunakan, fleksibel, dan mudah dikendalikan. 

Al-Rousan (Al-Rousan dan Assaleh, 2011), Ruiz-Serrano (Ruíz-Serrano et 

al., 2013), dan Skraba (Škraba et al., 2015) mengembangkan kursi roda yang bisa 

dikendalikan dengan suara penggunanya. Akurasi pengenalan suara yang dicapai 

oleh Al-Rousan (Al-Rousan dan Assaleh, 2011) dan Ruiz-Serrano (Ruíz-Serrano 

et al., 2013) adalah di atas 95,00%. Sedangkan Skraba (Škraba et al., 2015), 

akurasi pengenalan suara yang dicapai adalah antara 60,00 s.d. 97,00 % 

tergantung penggunanya. 

Kundu (Kundu et al., 2017) mengembangkan kursi roda yang bisa 

dikendalikan dengan gerakan satu tangan. Kundu memanfaatkan sensor 

elektromiografi (EMG) untuk mendeteksi gerangan satu tangan. Kursi roda yang 

dibuat kundu dapat dikendalikan dengan akurasi 98,90%. 

Leishman (Leishman, Horn dan Bourhis, 2010) dan Jiao (Jiao et al., 2018) 

mengembangkan kursi roda yang bisa dikendalikan dengan sistem pendeteksi 

lingkungan atau path planning. Leishman (Leishman, Horn dan Bourhis, 2010) 

menggunakan kamera pada kursi rodanya untuk menangkap citra lingkungan di 

depan kursi roda lalu memprosesnya menggunakan program yang dia buat untuk 

mendeteksi beberapa tempat yang bisa dilalui oleh kursi roda dan bisa dipilih oleh 
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penggunanya. Berbeda dengan Leishman (Leishman, Horn dan Bourhis, 2010), 

Jiao (Jiao et al., 2018) lebih fokus untuk mengoptimalkan jarak tempuh kursi roda 

dengan menggunakan algoritma ant-colony sehingga hasil penelitiannya masih 

berupa simulasi. 

Meskipun indikator pengendalian kursi roda BCI yang dibuat dalam 

penelitian ini belum sebaik kursi roda-kursi roda yang dibuat dengan teknologi 

selain BCI, Hasil investigasi model klasifikasi SVM dalam penelitian ini 

menunjukkan adanya potensi untuk pengembangan kursi roda BCI lebih lanjut 

karena tiga dari 10 model klasifikasi yang dibuat bisa menghasilkan akurasi di 

atas 70%. Terlebih lagi, sebagaimana yang diungkapkan oleh Bi dan Liu (Bi, Fan 

dan Liu, 2013), bahwa kursi roda BCI yang semula kurang akurat bisa 

dikembangkan menggunakan teknologi shared control. Apalagi baru-baru ini Pu 

(Pu et al., 2018) berhasil mengembangkan teknologi kursi roda shared control 

yang hasil pengujiannya menunjukkan bahwa kursi roda yang dikembangkan 

dapat bekerja secara efektif, reliabel, serta dapat diaplikasikan untuk kursi roda 

BCI. 

Perihal kursi roda berteknologi BCI pun dirasa masih penting untuk 

dikembangkan lebih lanjut. Alasannya adalah apabila kursi roda BCI dapat 

bekerja dengan akurat, kursi roda BCI bisa membantu mobilitas penyandang 

disabilitas yang kondisi fisiknya sama sekali sulit digunakan untuk 

mengendalikan kursi roda baik dengan ekspresi wajah, gerakan kepala, suara 

penggunanya, gerakan tangan, maupun aktivitas fisik lainnya. 
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BAB VI 

KESIMPULAN DAN SARAN 

 

6.1 Kesimpulan 

Dari penelitian penentuan keunikan fitur CWT dapat diperoleh lima 

indikator pengendalian untuk kursi roda BCI yang didasarkan pada sinyal EEG 

dari Neurosky MW001. Akan tetapi, akurasi kelima indikator tersebut belum 

dapat digunakan sebagai indikator kontrol untuk aktuator kursi roda BCI. Hal ini 

disebabkan oleh tingkat kepercayaan rata-rata indikator tersebut masih di bawah 

60%, sedangkan untuk indikator yang berpasangan masih di bawah 70%. 

 

6.2 Saran 

Tingkat kepercayaan indikator pengendalian kursi roda BCI harus lebih 

dari 70% agar dapat diaplikasikan ke aktuator. Untuk meningkaatkan tingkat 

kepercayaan tersebut, hal-hal yang bisa disarankan antara lain: kepekaan sensor 

ditingkatkan, penggunaan fitur domain waktu, dan penggunaan fitur kombinasi 

antara fitur domain waktu dengan fitur domain frekuensi. Karena MW001 juga 

dapat merekam sinyal EMG, maka bisa disarankan juga agar mengombinasikan 

sinyal EEG dengan sinyal EMG untuk meningkatkan keunikan fitur sehingga 

tingkat kepercayaannya bisa bertambah. 
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