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RESUMO 

 

Aplicações de técnicas de Sensoriamento Remoto voltados à Agricultura de Precisão (AP) 

vêm se tornando cada vez mais crescente, devido às necessidades de demanda oriunda do 

crescimento populacional, a crescente competitividade no mercado e também, a 

complexidade da agricultura. Com isso, o conhecimento sobre a lavoura tornou-se ainda mais 

necessário, onde o uso da AP aliada às imagens multiespectrais, torna-se possível a 

elaboração de mapas de estimativa de produtividade de uma região, fazendo com que os 

agricultores possam identificar as áreas da lavoura sob estresse e facilitando a aplicação de 

insumos em locais corretos e com suas respectivas quantidades necessárias. Até então, 

diversos trabalhos e estudos vêm fazendo uso de imagens multiespectrais coletadas referente 

à data de colheita da lavoura, e este trabalho tem como objetivo a quebra (ou não) deste 

paradigma. Sendo assim, esta pesquisa teve como propósito a determinação do melhor 

período para se estimar a produtividade, dentro do período fenológico do café, além da 

definição do melhor algoritmo classificador. Para isto, o estudo foi realizado em uma parcela 

situada no município de Monte Carmelo, no estado de Minas Gerais (MG), e teve como 

metodologia a extração da reflectância de alguns pontos do talhão cuja produtividade foi 

mensurada em campo. Com isto, concluiu-se que março de 18 foi o mês mais assertivo do 

período fenológico cafeeiro perante os demais meses. Este mês corresponde à segunda fase 

da fenologia do café, referente ao último mês de seu período vegetativo. Além disso, conclui-

se que o algoritmo que obteve melhores resultados foi o Support Vector Machine, por possuir 

maiores correlações, menores erros e valores menos tendenciosos comparados aos resultados 

obtidos com os outros algoritmos. 

Palavras chaves: Cafeicultura, predição da produtividade, modelos espectrais, mapas de 
distribuição da produtividade. 
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1 INTRODUÇÃO 

 

O estudo e desenvolvimento de novas técnicas de Sensoriamento Remoto voltados à 

Agricultura de Precisão (AP), para uma melhor gestão e manejo agrícola, vêm se tornando 

bastante crescente, devido à complexidade da agricultura, ao crescimento da competitividade 

no mercado, e ao aumento das necessidades de demanda, oriunda do crescimento 

populacional e o aumento do consumo per capita (VIEIRA FILHO, 2017). 

Segundo Roza (2000), a AP leva em consideração que cada parcela da lavoura possui 

propriedades distintas, e, com o conhecimento de cada uma dessas particularidades é possível 

identificar quais áreas da cultura estão sob estresse (CALERA et al., 2017). 

 Sabendo das particularidades de cada parcela, torna-se possível aplicar insumos nos 

locais corretos, nos momentos adequados e com quantidades requeridas (TSCHIEDEL et al., 

2002), solucionando ou minimizando problemas de controle de doenças e pragas 

(BESTELMEYER et al., 2020), aumentando então sua eficiência na produção, com uma 

redução de custos (ARTUZO et al., 2017) e tempo de trabalho. 

O Brasil vem atuando em uma posição importante no comércio mundial do 

agronegócio nos últimos anos, e sua participação no abastecimento de grãos deve aumentar 

ainda mais nos próximos anos (EMBRAPA). Sendo assim, as imagens de satélite vinculadas 

às técnicas de AP vêm desempenhando um papel fundamental, fornecendo um grande suporte 

para o mapeamento e monitoramento da dinâmica da vegetação em grande escala, devido à 

resolução temporal e espacial oferecida pelos sensores dos satélites (TEIXEIRA, 2005).  

De acordo com RAMIREZ e JÚNIOR (2010), o Brasil pode ser considerado um dos 

maiores usuários de imagens e dados remotos do mundo, e por isso pesquisadores vêm 

desenvolvendo e aprimorando técnicas para que os agricultores possam ter uma melhor 

tomada de decisão e um controle maior sobre as áreas a serem manejadas, a fim de 

alcançarem uma maior rentabilidade (TEIXEIRA, 2005).  

Como consequência da necessidade do aumento de produção, detecção de pragas e 

doenças nas lavouras de café, a fim de manejá-las de maneira adequada, requer-se encontrar o 

período ideal para se estimar a produtividade, com intuito  de antecipá-la. No atual cenário 

científico, trabalhos desenvolvidos abordam o uso de imagens multiespectrais tomadas na 

mesma data da coleta de dados da produtividade em campo, cujos pontos do talhão possuem 

produtividade desconhecida. Em suma, a estimativa é feita em um momento tardio, 

impossibilitando quaisquer intervenções agrícolas para melhoramentos no cultivo, que 

poderia acarretar em possíveis melhorias na produtividade cafeeira. 
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Sendo assim, sabendo que o uso de imagens multiespectrais vinculadas à estimativa 

de produtividade de culturas perenes em geral vem trazendo bons resultados, é questionado se 

culturas em estádios fenológicos anteriores ao da colheita já apresentam indícios fisiológicos 

sensíveis às bandas de satélite, proporcionando um modelo de produtividade precoce, e 

possibilitando a previsão com antecedência. 
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2 OBJETIVOS  

 

 Levando em consideração que até então, os modelos espectrais de estimativa da 

produtividade do cafeeiro limitam-se pela utilização de imagens tomadas no dia da colheita, 

esta pesquisa tem como objetivo principal a quebra deste paradigma, e determinar qual o 

melhor período fenológico para aquisição de dados multiespectrais para predição da produção 

da cultura cafeeira. Assim sendo, os objetivos específicos são: 

● Verificar o melhor período para se estimar produtividade e; 

● Definir o melhor algoritmo estatístico, dentre os três testados, para se estimar a 

produtividade cafeeira. 
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3 JUSTIFICATIVA 

 

A produtividade é definida como sendo a quantidade de produção por unidade de 

área, que está relacionada diretamente com as quantidades de seus produtos e seus insumos 

utilizados durante a produção. Estes ganhos na eficiência da produção estão associados a 

fatores externos, como o desenvolvimento científico e tecnológico. Sendo assim, com a 

globalização e a expansão dos negócios, ocasionou-se a preocupação com a eficiência de 

produtividade da agricultura brasileira, que foi impulsionada em meados dos anos 

80 (GASQUES E VILLA VERDE, 1990), com as novas políticas públicas para o setor 

agrícola (PEROBELLI, 2007). 

A partir da década de 90, o ambiente do agronegócio tornou-se mais competitivo, e o 

sistema agroindustrial brasileiro passou a participar mais do comércio internacional, que foi 

ocasionado por algumas mudanças estruturais ocorridas na economia. O sistema 

agroindustrial passou a adotar novas formas de organização, através de novos mecanismos e 

técnicas de cultivo, visando uma maior obtenção de produtividade (possível através da 

melhor gerência dos recursos produtivos) (PEROBELLI, 2007). 

O bom desempenho e o crescente desenvolvimento do setor agrícola estão 

diretamente atrelados à disponibilidade de terras, ao avanço na pesquisa tecnológica e as 

recentes técnicas de manejo de lavouras (PEROBELLI, 2007). Assim sendo, o surgimento e o 

desenvolvimento da AP está diretamente interligada às melhorias do setor agroindustrial 

brasileiro, pois com ela houve o desenvolvimento de equipamentos automatizados, 

disponibilização de satélites para a localização de pontos, surgimento de ferramentas de 

Sistemas de Informações Geográficas (SIG), sensores, monitores de colheita e outras 

tecnologias que podem auxiliar na identificação e em um melhor manejo das variabilidades 

agrícolas (PIRES, 2004). 

Levando em consideração que as pesquisas vêm fazendo uso de imagens 

multiespectrais coletadas na mesma data que a colheita em campo, como citado no artigo 

publicado por Sartori et al. na Revista Brasileira de Cartografia, em 2009, cujos autores 

fizeram um estudo baseado no mapeamento de plantas daninhas com a utilização de Redes 

Neurais Artificiais (RNA), este trabalho se mostra importante pelo questionamento deste 

padrão, a fim de se encontrar a melhor fase do período fenológico cafeeiro para se obter uma 

predição de produtividade mais assertiva possível. 
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4 FUNDAMENTAÇÃO TEÓRICA 

 

4.1 A Fenologia do café 

 
O cafeeiro leva dois anos para completar seu ciclo fenológico, que inclui desde a fase 

do período vegetativo até a autopoda (CAMARGO, 2001), subdividindo-se em seis fases, 

sendo elas duas vegetativas e quatro reprodutivas (DE OLIVEIRA, 2012), conforme 

representado na esquematização da Figura 1. 

Figura 1- Esquematização das fases fenológicas do cafeeiro 

 
Fonte: Adaptado de Cargo e Camargo, 2001 

 
Esta esquematização é importante para fundamentar e facilitar as pesquisas e 

observações do plantio do café, possibilitando a identificação dos períodos mais críticos do 

cultivo, a fim de se aplicar de tratamentos específicos e até mesmo identificar épocas 

propensas ao estresse hídrico (CAMARGO, 2001). 

Sendo assim, neste esquema, apresentado conforme a Figura 1, nota-se que a primeira 

fase fenológica perdura por 7 meses, cujo período consiste na vegetação e formação das 

gemas foliares. Este período consiste em um período de luminosidade solar acima de 13 

horas (CAMARGO, 1985), fazendo com que sua formação dependa desta condição 

fotoperiódica (DE OLIVEIRA, 2012). 

A segunda fase, ainda dentro do primeiro ano fenológico, é caracterizada pela 

indução, desenvolvimento, maturação e dormência (cujas etapas são dadas de forma 

consecutiva) das gemas florais (CAMARGO e FRANCO, 1985). Ao final, ao entrarem em 

dormência, tornam-se aptas a se transformarem em botões florais, e florescerem após choque 

hídrico existente da próxima fase (GOUVEIA, 1984). 

 Então, a terceira fase, que consiste no segundo ano do período fenológico cafeeiro, é 

caracterizada pela florada e expansão dos frutos, na qual os botões florais florescem de 
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maneira rápida, após um choque hídrico, seja ela causada por chuva ou irrigação (DE 

OLIVEIRA, 2012). 

Em seguida, a quarta fase consiste na granação dos frutos, quando há formação dos 

grãos através da solidificação dos líquidos internos (CAMARGO, 2001). Em caso de estresse 

hídrico, esta fase é responsável pelo desenvolvimento de frutos mal granados. 

 Na quinta fase ocorre a maturação dos frutos, fruto da precocidade da cultivar e da 

acumulação da energia solar (DE OLIVEIRA, 2012). Nesta etapa, a qualidade do produto 

está atrelada às deficiências hídricas moderadas (CAMARGO, 2001). 

 Por último, a sexta fase constitui a senescência do cafeeiro, período no qual os ramos 

produtivos não primários secam e morrem, ocasionando a autopoda (CAMARGO, 2001). 

 
4.1.1 Comportamento espectral do café  

 
Em decorrência às fases fenológicas do café, esquematizado conforme Cargo e 

Camargo (2001), o comportamento espectral do dossel sofre variações em relação a sua 

reflectância. Segundo Martins (2016), a banda do vermelho e a do infravermelho próximo são 

responsáveis por melhor discriminar uma vegetação sadia e não sadia. Além disso, a ausência 

da clorofila faz com que haja uma maior reflectância, devido sua menor absorção de energia 

nas bandas do visível (CARTER, 1993). 

 Waisten Resende Carrijo et al. (2021) desenvolveram um trabalho que diz respeito à 

resposta espectral do índice NDVI em cada fase fenológica do café, na qual os autores 

fizeram uso de imagens do Sentinel 2A e 2B, e concluíram que a fase responsável por emitir 

maior e melhor resultado do NDVI foi a fase 3, período referente a etapa reprodutiva do café, 

cujo mesmo acontece na florada, época em que há um aumento na biomassa da planta. Por 

outro lado, os autores observaram que a sexta fase apresentou um pior resultado, devido a 

diminuição da biomassa, acarretado pela autopoda. 

 Moreira et al. (2004) fizeram um estudo da análise espectral e temporal da cultura 

cafeeira em imagens devidamente retificadas do satélite Landsat 5 e 7 (imagens melhoradas 

radiometricamente), no município de Aguanil, centro-sul de Minas Gerais (MG), com 

imagens referentes aos anos 1999 e 2001, e concluíram que a variação da reflectância das 

lavouras pode estar atrelada ao fato do ambiente estar mais seco, propiciando uma menor 

absorção e consequentemente, maior reflectância dos cafezais na banda 3, referente ao 

espectro do vermelho, fazendo com que épocas de seca sejam melhores meses para 

mapeamento das lavouras através de imagens multiespectrais. Além disso, concluíram que 
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com a análise espectral e temporal da reflectância de lavouras do cafeeiro, foi possível 

identificar se houve ou não a redução da fitomassa. 

 

4.2 Conceitos relacionados ao Sensoriamento Remoto e a Agricultura de Precisão 

 
O termo “Sensoriamento Remoto” surgiu pela primeira vez na literatura em meados 

dos anos 60, e foi caracterizado por adquirir informações de forma remota, sem que houvesse 

contato físico com os objetos (NOVO, 2010). A obtenção de dados remotamente é realizada 

através da interação de sensores acoplados em satélites (plataformas orbitais) ou Aeronaves 

Remotamente Pilotadas (ARPs), que respondem aos estímulos físico/químico da reflectância 

oriunda das plantas e suas respectivas superfícies de fundo (FORMAGGIO, 2017; MOLIN, 

2015), cuja informação é transferida por meio da Radiação Eletromagnética (REM) (NOVO, 

2010).  

Os dados de reflectância captados por estes sensores podem ser aliados no estudo do 

manejo de praga e água, por exemplo, pois cada faixa do espectro eletromagnético pode ser 

associados a diferentes características da cultura, como o Índice de Área Foliar (IAF) e a 

biomassa (ATZBERGER, 2013), e suas respostas espectrais podem servir para análise quanto 

ao estado nutricional e sanidade das culturas (FURTADO, 2020).  

No final dos anos 90, quando o uso do sensoriamento remoto aplicado às melhorias de 

gestão em cultivos agrícolas ainda não era tão popular no Brasil, Johann et al., que tiveram o 

artigo publicado na Revista Brasileira de Engenharia Agrícola e Ambiental em 2004, 

realizaram um estudo visando um manejo localizado em Cascavel (PR), através da análise da 

variabilidade espacial da produtividade das culturas de soja e trigo e suas respectivas 

propriedades físico-químicas.  

A produtividade de uma cultura pode estar diretamente associada com a quantidade de 

radiação captada pelos sensores, oriunda da reflectância dos alvos, e por isso o conhecimento 

do comportamento espectral dos alvos é importante para a extração de informações quanto à 

sanidade de uma planta (NOVO, 2010). A Figura 2 apresenta a curva espectral de uma folha 

verde sadia, em cada faixa do espectro eletromagnético. 
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Figura 2 – Curva espectral de uma folha verde sadia 

Fonte: adaptado de Novo (2010) 

 

A curva espectral de uma vegetação fotossinteticamente ativa, representada conforme 

a Figura 2, pode ser decomposta em três diferentes regiões espectrais: i) Baixa reflectância da 

vegetação, para ondas com comprimentos até 700 nm (referente ao espectro do Visível); ii) 

Alta reflectância da vegetação, para ondas de comprimento inseridas entre o intervalo de 700 

nm e 1300 nm (referente ao espectro do Infravermelho Próximo) e iii) Reflectância que 

depende do conteúdo de águas das folhas (referente ao espectro do Infravermelho Médio). 

Esta região é composta por dois pontos máximos de absorção pela água (em 1400 nm e 1950 

nm) (NOVO, 2010). 

A AP se desenvolveu pela necessidade da elaboração de estratégias para o 

gerenciamento da desuniformidade das lavouras (MOLIN, 2015), fazendo uso de um 

conjunto de técnicas para geração de mapas que podem auxiliar na gestão de produção e na 

tomada de decisão sobre a área a ser manejada, com o uso de sensores e tecnologias 

(EMBRAPA, 2017), que permitem detectar doenças, pragas ou outros distúrbios de cada 

cultura, tornando-se possível o ajuste na previsão de safras agrícolas (FORMAGGIO, 2017).  

É importante ressaltar que a AP nem sempre visa a uniformização de cada parcela da 

lavoura, pois existem situações em que a baixa produtividade pode estar atrelada a fatores 

que estão fora do controle humano, como por exemplo a variabilidade da textura do solo 

(NOVO, 2010). Neste caso, estas regiões são tratadas de acordo com seu baixo potencial, 
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com um menor aporte de insumos. Por outro lado, regiões com maior potencial produtivo 

recebem um maior aporte de insumos, visando explorar seu limite econômico. Assim sendo, 

essa variabilidade natural presente nas lavouras faz com que haja a necessidade de geri-las da 

forma mais conveniente possível (MOLIN, 2015), otimizando a quantidade de corretivos, 

fertilizantes, herbicidas e água irrigada a serem aplicados, maximizando os lucros e reduzindo 

o uso inconsequente de insumos, protegendo assim, o meio ambiente (Johann et al., 2004). 

Algumas aplicações do uso da AP para gestão de lavouras podem ser observadas por 

meio de alguns trabalhos como MACHADO (2004), que desenvolveu mapas de produção 

cujos dados foram obtidos por meio de coletas de amostras em diferentes épocas do ano, para 

análise da fertilidade do solo em Carambeí (PR), ou então pelo trabalho de Bertolin, 

publicado na Revista Brasileira de Agricultura Irrigada em 2017, que detalhou seu 

experimento realizado no Oeste da Bahia para a predição da produtividade de milho irrigado 

com auxílio de uma imagem de satélite Landsat 8, coletada em uma data que mais se 

aproximava do máximo estádio vegetativo do milho, cujo resultado mostrou-se satisfatório. 

 

 4.2.1 Uso de imagens multiespectrais para estimativa da produtividade  

 
O sensoriamento remoto aplicado no estudo e na análise de imagens multiespectrais 

pode ser um grande aliado para a identificação de áreas da lavoura sob estresse, 

principalmente estresse hídrico (Jackson et al., 1981), distinguido através do comportamento 

espectral do objeto. A chamada “assinatura espectral” da planta pode sofrer modificações em 

decorrência as alterações naturais da vegetação, ou então modificações impostas pelo 

homem, através das práticas de irrigação e adubação por exemplo (NOVO, 2010), e por isso 

o Infravermelho Próximo (IVP) desempenha um papel fundamental para o conhecimento 

quanto a sanidade da lavoura. 

Existem diversos estudos que abordam o uso de imagem de satélite para predição e 

previsão da produtividade (ou outras variáveis agrícolas) de diferentes culturas, como por 

exemplo, o trabalho publicado em 2011 por BRANDÃO et al. no Congresso Brasileiro do 

Algodão, cujos autores detalharam os procedimentos do experimento realizado em 2007 no 

município de Bom Jesus da Lapa (BA), em que o resultado obtido para a estimativa da 

produtividade do algodoeiro por meio de imagens de satélite Landsat 5 mostrou-se 

satisfatório em todas as imagens coletadas em suas diferentes fases fenológicas, com a 

obtenção IAF; 
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 O trabalho de MARTINS et al. (2014) publicado na Revista Brasileira de 

Cartografia, teve como objetivo a investigação do potencial de imagens multiespectrais 

Rapideye, com a utilização de cinco bandas (azul, verde, vermelho, vermelho limítrofe e 

infravermelho próximo), para a detecção de áreas infestadas por nematoides e migdolus 

fryanus em cultura canavieira, cujo mesmo foi atingido com sucesso.  

 

4.3 Métodos de aprendizado de máquina para a estimativa de produtividade  

 
 Muitas pesquisas vêm fazendo uso de imagens multiespectrais para controle de 

doenças e pragas ou para estimativa de produtividade de culturas perenes (café, laranja, 

limão, banana, etc), a fim de se obter um maior conhecimento sob a área de interesse e 

desenvolver técnicas de manejo especializado (FORMAGGIO; SANCHES, 2017). Rosa et 

al. (2010), por exemplo, fizeram um estudo com utilização do sensor MODIS, presente no 

satélite Terra e Aqua, abordando a estimativa da produtividade de café através de um modelo 

agrometeorológico-espectral, cujo resultado se mostrou satisfatório.   

Além disso, diversos outros algoritmos de Aprendizado de Máquina (AM) vêm sendo 

utilizados, como por exemplo o algoritmo Support Vector Machine (SVM), que possui um 

aprendizado supervisionado, cujo mesmo necessita de dados de entrada para que seja possível 

a extração de conhecimentos, a fim de representar o que o usuário deseja (HAYKIN, 1999), 

de modo mais correto possível. As SVMs são utilizadas para tarefas de reconhecimento de 

padrões e têm como vantagem a eficácia em espaços de alta dimensão e em termos de 

memória. Ela é bastante versátil, sendo possível variar as funções Kernel, por exemplo.  

Outro algoritmo classificador que vem sendo bastante utilizado nas pesquisas são as 

Redes Multilayer Perceptrons (MLP). O perceptron é um tipo de Rede Neural Artificial 

(RNA) de algoritmo simples que é construído em torno de um neurônio não-linear, cujo 

objetivo é classificar corretamente um conjunto de estímulos aplicados.  

Os Perceptrons de Múltiplas Camadas representam uma generalização do perceptron 

de camada única. Esta rede consiste em um conjunto de unidades sensoriais (nós de fonte) 

que compõem: uma camada de entrada (encarregada de receber o sinal); uma ou mais 

camadas ocultas de nós computacionais e uma camada de saída (encarregada de fazer 

previsões a partir dos dados de entrada). Sendo assim, o sinal de entrada se propaga para 

frente através da rede, camada por camada (HAYKIN, 2000). Este método de MLP vem 

sendo muito utilizado para a resolução de problemas complexos, através de um treinamento 
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feito com um algoritmo denominado retropropagação de erro, cujo mesmo é baseado em uma 

regra de aprendizagem por correção de erro.  

Árvore de decisão é outro método de aprendizado de máquina bastante utilizado e 

conhecido pela sua simplicidade e interpretabilidade, onde cada nó de decisão contém um 

teste para algum atributo; cada ramo descendente corresponde a um possível valor do mesmo; 

cada folha têm associação a uma classe e cada percurso corresponde a uma regra de 

classificação (Gama, 2004). 

Já as Florestas Aleatórias (Random Forest), que é um algoritmo composto por 

diversos classificadores do tipo “árvore de decisões” (Breiman, 2001), faz com que seja 

oferecido uma maior gama de predições. Além disso, é considerado bastante flexível e de 

fácil uso, trazendo ótimos resultados sem que haja a necessidade dos ajustes de seus 

hiperparâmetros. Assim sendo, é uma boa opção por poder ser utilizada em tarefas de 

classificação e regressão, tornando-se uma boa escolha de algoritmo para predição de 

classes.  
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5 MATERIAIS E MÉTODOS 

 

5.1 Área de estudo 

 

O estudo foi realizado em uma parcela situada no município de Monte Carmelo, no 

estado de Minas Gerais (MG), região sudeste do país, e faz parte da microrregião de 

Uberlândia, e mesorregião do Triângulo Mineiro. O município se localiza nas coordenadas 

geográficas: Latitude: 18° 44' 5'' S, Longitude: 47° 29' 47'' O, e está situado a uma altitude 

média de 890 metros.  O município possui clima tropical, com invernos secos e verões 

quentes, de acordo com a classificação de Köppen, e é formada por um relevo constituído por 

planaltos, morros e montes. A parcela de estudo é denominada “Terra Rica'' e é caracterizada 

por ser um pivô central de irrigação, possuindo uma área total de aproximadamente 50 

hectares. 

O estudo consiste em 48 pontos distribuídos de forma aleatória em uma parcela desta 

área de estudo, com valores de produtividade mensurados. O mapa de localização juntamente 

com estes pontos se encontra na Figura 3. 

 

Figura 3: Mapa de Localização da área de estudo 

 
Elaboração: A Autora (2022). 
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5.2 Material 
 

Para este trabalho foi necessário uma planilha eletrônica contendo de dados de 

produtividade cafeeira com suas respectivas coordenadas, além de softwares para 

organização, manipulação e processamento dos dados. 

Sendo assim, o material necessário para que se tornassem possíveis a predição de 

produtividade foi: 

 Planilha eletrônica contendo informações de produtividades da cultura cafeeira; 

 Bandas de imagem de satélite que compondo a área de interesse (imagens 

multiespectrais orbitais) e; 

 Shapefile da delimitação da parcela de estudo. 

Os softwares utilizados durante todas as etapas de manipulação de dados até a 

predição de produtividade de fato, foram: 

 Excel, utilizado para organização dos dados; 

 Envi Classic versão 5.1, para extração dos valores de reflectância dos pontos 

mensurados em campo; 

 Weka versão 3.8.5, para estimar a produtividade cafeeira; 

 Notepad ++, para extração das informações geradas pelo weka e; 

 Minitab, para a extração de algumas informações; 

 ArcMap versão 10.4.1 para representação gráfica do resultado 

 

 

5.3 Método 
 

O trabalho teve como execução os procedimentos descritos conforme o fluxograma 

representado na Figura 4, no qual subdivide-se em quatro etapas: (I) Aquisição de dados; (II) 

Organização dos dados; (III) Processos Computacionais e (IV) Análise dos Resultados, 

explicados posteriormente. 
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Figura 4- Fluxograma da metodologia do trabalho.  

 
Elaboração: A Autora (2022). 

 

 

5.3.1 Etapa 1: Aquisição de dados  
 

Após a definição da área de estudo, foram adquiridos todos os dados essenciais para a 

procedência deste projeto (planilha eletrônica contendo valores de produtividade de cada 

ponto amostrado; imagens de satélite de todos os meses do período fonológico do cafeeiro e o 

shapefile da delimitação da área de estudo). 

Os dados foram adquiridos em Maio de 2019, durante a realização de uma das etapas 

de um projeto de Iniciação Científica vinculada com o curso de Engenharia de Agrimensura e 

Cartográfica e Agronomia. 
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A coleta e mensuração de dados teve como marco inicial o planejamento de campo, 

que serviu para se determinar os locais para a realização da colheita de café. Esta 

determinação se deu de maneira aleatória através de uma ferramenta de geração de pontos no 

software QuantumGis versão 2.18. Posteriormente, estes lugares foram demarcados em cada 

um dos pés de café com fitas coloridas. 

A aquisição e coleta de dados totalizaram dois dias intensos de serviços, com auxílio 

de uma equipe contendo cerca de sete pessoas, sendo que duas pessoas experientes foram 

responsáveis pela colheita do café e o restante para a mensuração da coordenada de cada 

ponto; pesagem (para obtenção da variável “peso total”) e maturação do cafeeiro 

(classificação quanto às classes do café: verde, cana, cereja e seco). A Figura 5 são fotos 

tiradas na época da coleta de dados (em maio de 2019, período da autopoda). 

 

Figura 5- Aquisição de dados do cafeeiro 

 
Elaboração: A Autora (2019). 
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Em cada ponto amostrado, foram colhidos frutos referentes a cinco pés de café, sendo 

elas duas plantas à esquerda, e duas plantas à direita da planta marcada na etapa de 

planejamento de campo. 

Para a mensuração das coordenadas dos pontos amostrados, foi utilizado um receptor 

GNSS – RTK (Global Navigation Satellite System - Real Time Kinematic), cuja base foi 

instalada em um ponto estratégico (ponto de maior elevação e sem presença de interferências 

externas). O rover foi utilizado para a mensuração das coordenadas de cada ponto, através do 

método de posicionamento relativo. 

Posteriormente, estes pontos passaram pelo ajuste online para pós-processamento de 

dados GNSS pelo método de Posicionamento por Ponto Preciso (PPP), no site do Instituto 

Brasileiro de Geografia e Estatística (IBGE). 

Por fim, a produtividade foi estimada em laboratório, após a conclusão das etapas de 

secagem e beneficiamento dos frutos. A produtividade foi dada em sacas por hectares. 

As imagens foram adquiridas de forma gratuita através do site do Planet, disponível 

no endereço eletrônico <https://www.planet.com/>. Este sensor oferece uma resolução 

espacial de 3,125m e uma resolução espectral apresentada conforme a Tabela 1. 

 

Tabela 1- Resolução espectral do satélite Planet 

Nome da banda Resolução espectral (nm) 
B1 (azul) 455–515 

B2 (verde) 500–590 
B3 (vermelho) 590–670 

B4 (infravermelho próximo) 780–860 
Fonte: TecTerra (2022). 

 

É importante ressaltar que estas imagens não haja nuvens e/ou ruídos. A Figura 6 

ilustra as imagens utilizadas neste estudo, referentes aos 24 meses das fases fenológicas do 

cafeeiro. 

 

 

 

 

 

 

 

https://www.planet.com/
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Figura 6- Imagens do satélite Planet  

Elaboração: A Autora (2022). 

 

A metodologia empregada neste trabalho não foi considerada etapas de tratamentos 

manuais das imagens de satélite (tais como normalização radiométrica, remoção de possíveis 



26 

 

ruídos, realces e correção de distorções geométricas), pois as mesmas já vêm inseridas 

durante seu dowload, por meio da plataforma Planet. 

 

5.3.2 Etapa 2: Organização dos dados 
 

Para a elaboração do arquivo utilizado para a definição do melhor algoritmo e melhor 

fase fenológica a se estimar produtividade, foram necessários a execução dos seguintes 

procedimentos: 

 

5.3.2.1 Extração dos Valores de Reflectância das Bandas de Satélite: 

Feito o download de todas as imagens de todos os meses pertencentes ao período 

fenológico do café, foram extraídos os valores de reflectância de todos os pontos amostrais 

com valores de produtividade mensurados em campo no software Envi Classic. Neste caso, 

por se tratar do satélite Planet, foram extraídos valores de reflectância das bandas do espectro 

do visível (RGB- Red, Green, Blue) e Infravermelho Próximo (IVP). Neste processo, para a 

extração da reflectância, o arquivo de entrada, contendo os pontos georreferenciados (em 

formato shapefile) se converteu por um arquivo ROI, compatível com o software Envi (efv). 

 

5.3.2.2 Cálculo do Índice de Vegetação por Diferença Normalizada: 

Alguns Índices de Vegetação podem ser calculados através dos dados obtidos por 

meio das leituras radiométricas, e podem servir para a identificação das variabilidades que 

uma cultura pode apresentar (SANTOS JÚNIOR, 2001). O Índice de vegetação por Diferença 

Normalizada, do inglês Normalized Difference Vegetation Index (NDVI) foi inicialmente 

proposto por Rouse et al. (1973) e é considerado uma normalização oriunda de uma razão 

simples, que resulta em valores entre -1 a 1. Alvos terrestres apresentam valores contidos 

entre zero e um (quanto mais alto o valor, mais densa/saudável é a vegetação), e a água, com 

valores resultantes negativos. O NDVI é o índice mais utilizado no sensoriamento remoto e 

vem sendo bastante empregado devido a sua correlação com as variáveis climáticas da região 

(BARBOSA et al., 2006), com a capacidade fotossintética, índice de área foliar, biomassa e 

produtividade primária (PEÑUELAS, 1995). Desta maneira, foi crucial o cálculo do NDVI 

para compor o arquivo de estudo, cuja fórmula é dada por meio da Equação 1: 
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                                             (1) 

 

Onde: 

 IVP: Valor de reflectância referente ao Espectro do Infravermelho Próximo; 

 VERMELHO: Valor de reflectância referente ao Vermelho do Espectro do Visível 

 

5.3.2.3 Arquivo para o weka 

Dado isto, foi elaborado um arquivo contendo as coordenadas dos pontos mensurados 

em campo, juntamente com os dados de produtividade com seus respectivos valores de 

reflectâncias e NDVI, para treinamento e teste dos algoritmos. Os dados foram salvos em um 

arquivo do tipo ARFF, com uma sintaxe própria, para que posteriormente pudesse ser aberto 

no software weka, cujo resultado destes arquivos está representado conforme a Figura 7. 

 

Figura 7- Configuração do arquivo para o software weka 

 
Elaboração: A Autora (2022). 
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5.3.3 Etapa 3: Processamento computacionais 

 
Esta etapa foi responsável pela mensuração das correlações de cada uma das bandas 

compostas pelo satélite Planet com a variável produtividade, por meio do software Minitab, a 

fim de se obter resultados plausíveis para a determinação dos intervalos espectrais mais 

sensíveis a este parâmetro agronômico. 

Além disso, também foram elaboradas séries temporais da reflectância das bandas 

compostas pelo satélite de estudo, com intuito de se avaliar o comportamento espectral do 

cafeeiro nos 24 meses do período fenológico do café. 

Ademais, também foram realizados testes para a descoberta do melhor algoritmo para 

se estimar produtividade. Estes testes serviram para analisar o índice da correlação entre a 

produtividade estimada e a mensurada, além da mensuração do erro médio e da tendência do 

mesmo, cujas medidas estatísticas são explicadas posteriormente. 

 

5.3.3.1 Geração do Modelo 

Para a escolha do melhor modelo de predição da produtividade cafeeira, foram 

analisados três algoritmos classificadores no software weka versão 3.8.5, cujo teste da 

efetividade de cada um destes algoritmos foi dado por meio do método “divisão por 

porcentagem”, do inglês “Percentage Split”, fixado em 80%, que consta na utilização de 

80% dos dados para treinamento dos modelos e 20% dos dados para testes de validação dos 

valores preditos.  

Os algoritmos testados foram: Support Vector Machine, Multilayer Perceptron e 

Random Forest, algoritmos explicados conforme a seção 4.3 deste presente trabalho 

(Métodos de aprendizado de máquina para a estimativa de produtividade).  

Em todos os algoritmos testados foram utilizados os parâmetros no modo default 

(padrão) do programa. Toda RNA têm como parâmetros principais as camadas 

ocultas/escondidas, também conhecidas como Hidden Layers e a taxa denominada 

“Momentum”. A camada oculta é definida como sendo um conjunto de neurônios 

representando uma transformação matemática aplicada à camada anterior (Input Layer). 

Recomenda-se não utilizar um grande número de camadas escondidas. Duas camadas são 

suficientes para a classificação de padrões pertencentes a quaisquer tipos de regiões 

geométricas que apresentem aprendizados descontínuos, já para funções contínuas, apenas 

uma camada torna-se suficiente (LIPPMANN, 1987). Muito relevante também, é o parâmetro 
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Momentum, que deve ser adotado valor compreendido entre 0 e 1, sendo que se adotado 0, a 

taxa adotada tende a afetar positivamente o processo de convergência da rede. Quanto menor 

o seu valor, mais lento se torna o treinamento da rede, assim sendo, costuma-se adotar valor 

próximo a 0,3 (SILVA, 2016; HAYKIN, 2001). No algoritmo Multilayer Perceptron foi 

utilizado Hidden Layer = a e Momentum= 0,2. 

Já no algoritmo Support Vector Machine, o parâmetro C é possui uma maior 

importância dentre os demais. Ele é denominado como sendo o parâmetro de complexidade 

(ou regularização), e controla o grau de flexibilidade do processo para desenhar a linha para 

ajustar os dados. O padrão normalmente adotado é 1. O Kernel também é de muita 

relevância, ele pode ser dividido em Kernel simples e Kernel Polinomial. O Kernel simples é 

linear e separa os dados com uma linha reta, já o Kernal Polinomial (o padrão em weka), 

ajusta os dados utilizando uma curva, quanto maior o valor do expoente, mais contorcida é a 

curva. 

No algoritmo Random Forest, o parâmetro principal são os números de interações, 

que nada mais é que o número de interações de uma árvore com a outra, adotou-se como 100 

o número de interações. 

Para se determinar a qualidade dos arquivos testados por este método, algumas 

medidas estatísticas puderam desempenhar um papel crucial na decisão da acurácia dos 

dados, podendo dimensionar a precisão de previsões, verificando a efetividade dos resultados. 

Sendo assim, a escolha do melhor modelo estatístico se deu pela análise do Coeficiente de 

Correlação e de duas medidas de erros: a Raiz Quadrada do Erro-Médio (RMSE, do inglês 

Root Mean Squared Error) e o Erro Percentual Absoluto Médio (MAPE, do inglês Mean 

Absolute Percentage Error). 

 

COEFICIENTE DE CORRELAÇÃO 

A correlação é uma medida de associação bivariada referente ao nível de associação 

entre duas variáveis quantitativas, na qual mensura sua direção e relação linear (GARSON, 

2009; MOORE, 2007). Assim sendo, o Coeficiente de Correlação (do inglês Correlation 

Coefficient) é uma medida que varia de -1 a 1, e quanto mais próximo de seus extremos, 

maior o grau de relacionamento entre as variáveis (perfeita correlação). Esta medida está 

atrelada a força entre duas variáveis testadas, que neste caso, são os valores de reflectâncias e 

a produtividade mensurada em campo. 
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(3) 

RMSE 

A Raiz do Erro Quadrático Médio (RMSE, do inglês Root Mean Squared Error) traz 

informação a respeito à dispersão dos dados, cuja medida é expressa pelo erro médio entre os 

valores observados (reais) e preditos (hipóteses), através do arquivo inserido pelo usuário. Ou 

seja, o RMSE é utilizado para expressar a acurácia dos resultados numéricos nas mesmas 

dimensões da variável analisada. Neste caso, os RMSEs foram reproduzidos em porcentagem 

(%), para maior compreensão quanto ao dimensionamento do erro (representado na Equação 

2). Nesta métrica, quanto menor o valor, melhor é o desempenho do modelo.  

 

    ( )   √∑ (     )            ∑    
Onde: 

   ,  2,.  n: Valores preditos; 

 y , y2,….yn: Valores observados e; 

 n: Número de observações 

 

MAPE: 

O Erro Percentual Absoluto Médio (MAPE, do inglês Mean Absolute Percentage 

Error) é uma escala sensível, não indicada para utilização em caso de baixo volume de dados, 

cujo mesmo indica a tendência dos dados, designando o quão preciso foi a previsão, e está 

indicado conforme a Equação 3. 

      ∑        
    

 

Onde: 

 M: erro percentual absoluto médio 

 N: número de vezes que a iteração da soma acontece 

 At: Valor real 

 Ft: Valor previsto 

 

 

(2) 
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5.3.4 Etapa 4: Análise dos resultados 

 
Assim sendo, foi possível determinar a melhor fase do cafeeiro a se estimar 

produtividade, além da escolha do melhor algoritmo classificador, a partir de gráficos gerados 

representando o comportamento espectral do cafeeiro oriundo dos 48 pontos mensurados em 

campo, durante todo o período fenológico do cafeeiro, referentes às bandas do espectro do 

visível (B1, B2 e B3), do IVP e do NDVI; gráficos indicando a correlação de cada banda de 

satélite com a variável produtividade e por fim, gráficos contendo os valores de Correlação, 

RMSE e MAPE obtidos, referentes a todos os meses que compõem o período fenológico do 

café. 
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6 RESULTADOS E DISCUSSÕES 
 

Após a conclusão de todos os tópicos descritos conforme o Fluxograma apresentado 

na seção anterior, foram elaborados alguns gráficos e tabelas a fim de auxiliarem na tomada 

de decisões, que diz respeito ao melhor algoritmo e período fenológico a se estimar 

produtividade.  

O gráfico presente na Figura 8 representa o comportamento espectral do cafeeiro 

oriundo dos 48 pontos mensurados em campo, durante todo o período fenológico do cafeeiro, 

referentes às bandas do espectro do visível (B1, B2 e B3). Para a representação do 

comportamento espectral do cafeeiro na B4 e do índice NDVI, foram elaborados outros dois 

gráficos, presentes na Figura 9 e Figura 10, respectivamente. A B4 e o índice NDV foram 

representados em gráficos distintos devido ao fato do IVP possuir um comportamento 

espectral com elevado índice de reflectância comparado às bandas do espectro do visível e ao 

índice NDVI possuir valores incomparáveis aos demais. 

 

Figura 8- Comportamento espectral do cafeeiro no espectro do visível (B1, B2 e B3) 

 
Elaboração: A autora (2022). 
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De modo geral a vegetação absorve uma elevada quantidade de radiação no espectro 

do visível, cuja energia é utilizada durante seu processo de fotossíntese (PONZONI, 2001).  

Desta forma, a banda do azul (B1) e a banda do vermelho (B3) são caracterizadas por 

possuírem uma alta sensibilidade com esta taxa de fotossíntese da planta e então quanto 

menor sua resposta espectral, maior a taxa fotossintética da lavoura. 

A banda do verde (B2) diz respeito à pigmentação do vegetal, o que explica a 

coloração verde das plantas (FIGUEIREDO, 2005). Então, quanto maior a resposta espectral, 

mais vigorosa é a planta, e consequentemente, quanto menor a resposta espectral, menos 

vigorosa ela é. 

Em relação à B1, observa-se que nov./17 e jan./18 são os meses que possuem maior 

índice de reflectância, períodos nos quais são pertencentes ao estágio vegetativo do cafeeiro, 

e são caracterizados por possuírem as menores taxas de fotossíntese das plantas. Já jun./17 e 

mai./19 períodos de menor resposta espectral, cujas fases pertencem justamente ao primeiro 

mês da primeira fase fenológica do café (referente ao período vegetativo) e ao último mês da 

última fase fenológica (autopoda), e correspondem a períodos com maior taxa fotossintética. 

Quanto a B2, nota-se uma similaridade com o comportamento espectral do cafeeiro na 

banda do azul (B1), pois nov./17 e jan./18 (meses pertencentes ao estágio vegetativo do 

cafeeiro) foram os meses que apresentaram uma maior resposta espectral, acrescido do 

período de jan./18 a mar./18 (meses pertencentes ao final do período vegetativo do café, 

referente à 2ª fase do período fenológico do cafeeiro), que também possuem elevado nível de 

reflectância, comparado com os demais meses. Já o mês com menor resposta espectral foi 

referente à jun.17, estágio inicial do cultivo do cafeeiro, cujo mês é caracterizado por possuir 

um dossel menos vigoroso. 

Em relação a B3, nota-se que os meses com maior reflectância foram detectados em 

out./17, nov./17, períodos pertencentes à 1ª fase da fenologia do café, referente ao período 

vegetativo, e também a jan./18, primeiro mês oriundo da 2ª fase fenológica do cafeeiro, ainda 

pertencente ao estágio vegetativo. Os meses de jun./17 e mai./18 tiveram um baixo nível de 

reflectância comparado aos demais meses. 
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Figura 09- Comportamento espectral do cafeeiro na banda do infravermelho próximo (IVP) 

 
Elaboração: A autora (2022). 

 
O infravermelho próximo é caracterizado por possuir um comportamento espectral 

com elevado índice de reflectância e está atrelado à estrutura celular interna da folha, sendo 

assim, possui sensibilidade com a estimativa indireta da biomassa (PEÑUELAS, 1998) e com 

o índice de área foliar. Segundo Ponzoni (2001), quanto maior for a estrutura interna foliar, 

maior será o índice de espalhamento da radiação interna incidente, ocasionando maior 

reflectância. Sendo assim, quanto maior a resposta espectral do IVP, maiores são estes 

índices mencionados. 

Com a Figura 09 percebe-se que o IVP teve uma maior reflectância em nov./17 (1ª 

fase do período fenológico do café, pertencente ao estágio vegetativo cafeeiro), além dos 

períodos de jan./18 a mar./18 (período relativo à 2ª fase, pertencente ao final do período 

vegetativo do café) e nov./18 a jan./19. Já o período de mai./18 a set./18 (inicio do período 

reprodutivo do café) é caracterizado por ter tido uma queda considerável na resposta espectral 

do IVP, indicando um menor índice de biomassa e área foliar. 
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Figura 10- Comportamento espectral do cafeeiro referente ao índice NDVI  

 
Elaboração: A autora (2022). 

 

O índice NDVI, calculado em função da banda do vermelho e infravermelho próximo, 

também diz respeito à biomassa e ao índice de área foliar, e consequentemente, segundo 

Molin (2001) e Figueiredo (2005), reflete o grau de desenvolvimento do plantio, cujo mesmo 

expressa a expectativa quanto ao seu rendimento. 

Na Figura 10, pode-se observar que os meses com maior resposta espectral do índice 

NDVI foram jun./17 (primeiro mês do período fenológico do cafeeiro, referente ao estágio 

vegetativo da planta) e mai./19 (último mês do período fenológico do cafeeiro, referente à 

autopoda). 

Além do comportamento espectral do cafeeiro ao longo das seis fases de seu período 

fenológico, foi mensurada a correlação de cada banda de satélite com a variável 

produtividade, cujos resultados são apresentados conforme a Figura 11. 
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Figura 11- Correlação de cada banda de satélite e NDVI com a produtividade 
mensurada em campo 

 
Elaboração: A autora (2022). 

 

A representação em tabela destas informações a respeito da correlação de cada banda 

de satélite e índice NDVI com a produtividade mensurada em campo está presente na Tabela 

2. 
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Tabela 2- Correlação de cada banda de satélite e NDVI com a produtividade 
mensurada em campo 

 
 

BANDAS DE SATÉLITE 
Período Fenológico B1 B2 B3 B4 NDVI 

Junho/2017 0,174 -0,053 -0,093 0,152 0,11 

Julho/2017 0,155 0,158 0,046 0,22 0,008 

Agosto/2017 0,118 0,266 0,117 0,250 -0,032 

Setembro/2017 0,357 0,310 0,282 0,348 -0,085 

Outubro/2017 0,230 0,282 0,176 0,328 -0,007 

Novembro/2017 0,030 0,063 0,050 0,084 -0,005 

Dezembro/2017 0,148 0,115 0,146 -0,068 -0,135 

Janeiro/2018 0,099 0,029 -0,014 0,061 0,039 

Fevereiro/2018 -0,121 -0,147 -0,177 0,135 0,172 

Março/2018 -0,208 -0,176 -0,286 0,266 0,365 

Abril/2018 0,011 0,003 -0,090 0,224 0,137 

Maio/2018 0,004 -0,067 -0,149 0,324 0,217 

Junho/2018 -0,081 -0,266 -0,298 0,359 0,375 

Julho/2018 0,010 0,002 -0,138 0,393 0,285 

Agosto/2018 -0,145 -0,177 -0,272 0,266 0,338 

Setembro/2018 0,223 0,207 0,111 0,258 0,001 

Outubro/2018 -0,155 0,066 0,042 0,124 0,010 

Novembro/2018 0,224 0,234 0,216 -0,074 -0,24 

Dezembro/2018 -0,066 -0,134 -0,245 0,314 0,282 

Janeiro/2019 0,069 0,029 -0,097 0,271 0,172 

Fevereiro/2019 0,043 0,062 -0,150 0,140 0,173 

Março/2019 -0,036 -0,071 -0,199 0,026 0,177 

Abril/2019 0,262 0,254 0,153 0,035 -0,124 

Maio/2019 0,027 -0,003 -0,017 -0,373 -0,093 

Elaboração: A Autora (2022). 

 

Dado o gráfico e a tabela acima, em geral, observa-se que set./17, out./17 e mar./18 

são meses com valores de reflectância das bandas de satélite (B1, B2, B3 e B4) mais 

correlatos com a variável produtividade. Além disso, é possível observar que o IVP (B4), 
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banda responsável pela detecção de possíveis problemas não visíveis a olho nu, possui uma 

maior correlação entre os períodos referente a set./17, out./17 e mar./18 a set./18.  

Quanto ao índice NDVI, obteve-se uma maior correlação com a produtividade nos 

meses de mar./18 e  jun./18 a ago./18, período referente ao final do estágio vegetativo e início 

do período reprodutivo do ciclo do café. 

Já nov./17, jan./18, abr./18 a jul./18 (referente ao período do repouso e início do 

período reprodutivo) e jan./19 a mar./19 (referente à 5ª fase da fenologia do café, estágio da 

maturação dos frutos) foram os meses menos correlatos.  

Por último, foram testados três algoritmos classificadores para predição de 

produtividade, no software weka, sendo eles: Multilayer Perceptron; Support Vector Machine 

e Random Forest. Nesta etapa de testes foram mensuradas três medidas estatísticas, sendo 

elas a correlação do algoritmo com a variável a ser testada; RMSE e MAPE, já mencionadas 

anteriormente, que serviram como fatores adicionais para tomada de decisões da melhor 

época e algorítmo param se estimar a produtividade cafeeira. 

A Figura 12, Figura 13 e Figura 14 apresenta o índice de Correlação, RMSE e MAPE 

dos três algoritmos testados, consecutivamente. 

 

Figura 12- Comportamento da Correlação com os algoritmos testados 

 
Elaboração: A autora (2022). 

 

Mar./2018 destaca-se como sendo o mês mais correlato dentre os três algoritmos testados, 

além de jun./17, ago./17, set./18 e nov./18 no algoritmo Multilayer Perceptron, ago./17, 

out./17, ago./18 e mai./19 no algoritmo Support Vector Machine e out./17 e mai./18 em 

Random Forest. Em geral, o mês que possuiu uma menor correlação em ambos os algoritmos 

foi nov./17, acrescido de mai./17 e jan./18 em Multilayer Perceptron, jul./17 e fev./19 em 

Support Vector Machine e jun./17, jun./18 e jul./18 em Random Forest. 
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Figura 13- Comportamento do RMSE com os algoritmos testados 

 
Elaboração: A autora (2022). 

 
 

Esta medida expressa o percentual de erro do algoritmo ao estimar a produtividade de 

pontos desconhecidos através de outros já mensurados em campo, então, quanto menor o 

valor, mais preciso se torna o algoritmo. 

Em relação ao algoritmo Multilayer Perceptron nota-se que o mês de ago./17 foi o 

que respondeu melhor a esta medida, em contrapartida, fev./18 foi o mês que obteve mais 

erros para a estimativa da produtividade do cultivo do cafeeiro.  

No que diz respeito ao algoritmo Support Vector Machine,  mês com maior percentual 

de erro foi referente à segunda fase da fenologia do café (jan./18), e os demais meses 

obtiveram um erro mais homogêneo. 

Por último, quanto ao Random Forest, jan./19 destacou-se por possuir um menor erro 

e em seguida mar./18. Por outro lado, mai./18 foi o mês com maior percentual médio de 

erro registrado durante a etapa de estimativa de produtividade. 

 

Figura 14- Comportamento do MAPE com os algoritmos testados 

 
Elaboração: A autora (2022) 

 



40 

 

O MAPE diz respeito ao quão tendencioso o algoritmo é, então, assim como o RMSE, 

quanto menor o MAPE, melhor. 

Quanto ao algoritmo Multilayer Perceptron, ago./17 destaca-se por ser o mês com 

menor índice do MAPE, e fev./18 o mês com resultados preditos mais tendenciosos. 

Com a utilização do algoritmo Support Vector Machine observou-se que em jan./18 

foi o mês que se obteve uma predição mais tendenciosa, e jul./17 e ago./17 menos 

tendenciosos. Os demais meses se mantiveram mais constantes, ou seja, com menores 

oscilações do valor do MAPE. 

Random Forest destacou-se mar./18 como sendo o mês com menor valor do MAPE 

relatado, e em contrapartida, mai./18 e ago./18 os meses com valores mais tendenciosos. 

Por último, foi gerado um arquivo para teste contendo a junção dos dados de todos os 

meses cuja reflectância das bandas foram mais correlatas com a variável produtividade 

(apresentado conforme a Figura 12). Sendo assim, este modelo consistiu nas informações 

extraídas de set./17, out./17, mar./18, jun./18, set./18, nov./18 e abr./19. Os resultados da 

correlação, RMSE e MAPE estão representados conforme a Tabela 3. 
 

Tabela 3- Valores estatísticos com modelo gerado contendo os meses mais correlatos 
do período fenológico do cafeeiro. 

 

 Multilayer 

Perceptron 
Support Vector 

Machine 
Random Forest 

Correlação 0,1455 -0,02 0,063 

RMSE 68,6582 67,3612 70,0210 
MAPE 11,9236 11,6561 12,533 

Elaboração: A Autora (2022). 

 
Em relação à Tabela 3, nota-se que o os resultados obtidos com o modelo gerado com 

os meses mais correlatos do período fenológico do cafeeiro não superaram aos modelos 

criados com meses isolados. 

Sendo assim, em suma, percebe-se que mar./18 foi um dos meses mais correlatos e 

assertivos em todos os três algoritmos testados. Março de 2018 pertence ao último mês do 

período vegetativo do café, contido na segunda fase fenológica do cafeeiro e Janeiro de 2019 

é o primeiro mês da 5ª da fenologia do café, referente à fase de maturação dos frutos. 

Março é o mês que está na transição do verão para o outono, cuja época é 

caracterizada pela passagem de temperaturas elevadas, com alto índice de chuva para uma 

estação marcada pela redução de temperatura e umidade do ar. Esta transição, de um período 
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chuvoso para um clima seco, propicia uma menor absorção da planta, e consequentemente 

um maior índice de reflectância (MOREIRA, 2004).  

Além disso, nota-se que mar./18 foi o mês que obteve reflectância com maior 

correlação com a variável produtividade, conforme já mencionado na análise da Tabela 1.  

Em acréscimo, a B2 e B4 tiveram um alto índice de reflectância neste período, comparado 

aos demais meses. 

Quanto aos algoritmos, percebe-se que o Support Vector Machine respondeu melhor 

aos testes feitos em relação às medidas estatísticas. Foi por meio dele que obteve-se as 

melhores correlações, menores erros e valores tendenciosos. 

Desta forma, conclui-se que o algoritmo Support Vector Machine pertencente ao mês 

de março de 2018, referente ao final do período vegetativo do cafeeiro, respondeu melhor às 

análises realizadas. 

Com isto, na Figura 15 podemos analisar a representação gráfica do resultado gerado 

pelo software weka, com a estimativa de valores de produtividade de pontos não mensurados, 

a partir de valores mensurados em campo. 
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Figura 15 - Representação da estimativa da produtividade cafeeira 

 
Elaboração: A Autora (2022). 

 

A Figura 15 é uma das possíveis formas de representação dos valores de saída 

disponibilizados pelo software weka, contendo a estimativa da produtividade cafeeira em 

todo o talhão de interesse. 

É interessante haver essa representação em forma de mapa da estimativa da 

produtividade na região cafeeira, para que o cafeicultor possa identificar áreas que necessitam 

de mais cuidados, ou seja, de áreas que necessitam de uma melhoria na gestão, a fim de 

economizar insumos agrícolas, para que futuramente haja uma melhoria na produtividade e 

consequentemente, lucro para o produtor. 
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Os mapas apresentados na Figura 22 foram divididos em três classes: 

- Vermelha- representando a Baixa Produtividade; 

- Amarelo- representando a Média Produtividade; 

- Verde- representando a Alta Produtividade. 

Vale ressaltar que os limites de cada intervalo podem ser alterados de acordo com o 

desejo do produtor, podendo assim produzir um mapa de acordo com as necessidades do 

contratante. 
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7 CONCLUSÃO 

Neste estudo foram testados três algoritmos matemáticos no software weka 

(multilayer perceptron, support vector machine e random forest), em relação a três medidas 

estatísticas, sendo elas a correlação, o RMSE e o MAPE.  

É importante ressaltar a importância da alta correlação entre o valor de reflectância 

das bandas de satélite referente aos pontos mensurados em campo e a variável produtividade, 

pois esta medida estatística diz respeito à eficiência assertiva do modelo. Ou seja, o algoritmo 

consegue discriminar o local que possui maior e menor produtividade do talhão, o que torna 

um elemento fundamental para o produtor rural, possibilitando-o realizar uma aplicação de 

insumos nos locais corretos e nas quantidades requeridas, reduzindo custos e minimizando 

horas de serviço. Ressalta-se também que os valores obtidos de RMSE não são considerados 

bons. 

Sendo assim, com base em todos os gráficos e tabelas apresentados na seção anterior, 

detectou-se que o melhor período a se estimar a produtividade (período no qual houve maior 

correlação, e foi mais assertivo e menos tendencioso) foi referente ao último mês do período 

vegetativo do café, referente à segunda fase fenológica do cafeeiro. Este período, neste caso, 

referente a março de 18, é caracterizado pela transição do verão para o outono, cujo mesmo é 

caracterizado por um clima ameno e seco, propício para melhor mapeamento das lavouras 

através de imagens multiespectrais (devido a baixa absorção e consequentemente uma maior 

reflectância da lavoura para os sensores acoplados nos satélites). 

Março do 2018 obteve -0,208 de correlação entre a variável “produtividade” e a B1; -

0,176 com a B2; -0,286 com a B3; 0,266 com a B4 e 0,365 com o índice NDVI. Além disso, 

obteve maiores correlações em todos os algoritmos testados (correlação acima de 0,5 em 

todos os casos). 

Além disso, conclui-se que para este trabalho, e para esta área de estudo, o algoritmo 

Support Vector Machine foi o modelo estatístico que obteve as melhores respostas em relação 

às medidas estatísticas, além de ser responsável por obter o maior número de meses 

correlatos com a produtividade, e valores mais assertivos. 
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