
 

 

 

 

 

Observabilidad y diseño de observadores no-lineales en 

producción de biocombustibles  

 

Doctorado en Ingeniería de Procesos 

 

 

PROPONENTE 

M. C. Hilario Flores Mejía 

 

ASESORES 

Dr. Héctor F. Puebla Núñez (UAM-Azcapotzalco) 

 

Dr. Ricardo Aguilar López (CINVESTAV-Departamento de Biotecnología y 

Bioingeniería). 

 

MAYO 2022 

 

DOI: 10.24275/uama.6747.8832

https://doi.org/10.24275/uama.6747.8832


Contenido 
i. Lista de Acrónimos ........................................................................................................................... 6 

Agradecimientos ................................................................................................................................. 7 

Resumen .............................................................................................................................................. 8 

Capítulo 1 ............................................................................................................................................ 9 

Introducción ................................................................................................................................. 9 

1.1. Motivación ................................................................................................................................... 9 

1.2. Estado del arte ........................................................................................................................... 13 

1.2.1. Observadores de estados .................................................................................................... 14 

1.2.2. Análisis de observabilidad ................................................................................................... 16 

1.2.3. Índice de observabilidad ..................................................................................................... 17 

1.3. Hipótesis y objetivos .................................................................................................................. 18 

1.3.1. Hipótesis .............................................................................................................................. 18 

1.3.2. Objetivo general .................................................................................................................. 18 

1.3.3. Objetivos específicos ........................................................................................................... 18 

1.4. Organización de la tesis doctoral ............................................................................................... 19 

1.5. Productos derivados del proyecto de tesis doctoral .................................................................. 19 

1.5.1. Artículos científicos ............................................................................................................. 19 

1.5.2. Memorias en extenso .......................................................................................................... 19 

1.5.3. Presentaciones en congresos .............................................................................................. 20 

Capítulo 2 .......................................................................................................................................... 21 

Marco Teórico ................................................................................................................................ 21 

2.1. Procesos Biológicos .................................................................................................................... 21 

2.1.1. Biología celular .................................................................................................................... 21 

2.1.2. Procesos aerobios y anaerobios .......................................................................................... 22 

2.1.3. Efecto de parámetros en procesos biológicos .................................................................... 23 

2.2. Modelado de Procesos ............................................................................................................... 24 

2.2.1. Modelado de bioprocesos ................................................................................................... 24 

2.2.2. Modelado de reacciones biológicas .................................................................................... 25 

2.2.3. Incertidumbre ..................................................................................................................... 26 

2.3. Observabilidad ........................................................................................................................... 27 

2.3.1 Observabilidad de un sistema lineal .................................................................................... 28 



2.3.1.1 Observabilidad de Kalman ................................................................................................ 28 

2.3.1.2 Observabilidad por la prueba de PBH (Popov-Belevitch-Hautus) ..................................... 28 

2.3.1.3 Observabilidad por el gramiano de observabilidad .......................................................... 29 

2.3.1.4 Forma canónica observable .............................................................................................. 29 

2.3.2 Observabilidad de un sistema no-lineal ............................................................................... 30 

2.3.2.1 Observabilidad por Linealización Exacta ........................................................................... 30 

2.3.2.2 Observabilidad con Diagrama de Inferencia ..................................................................... 32 

2.3.2.3 Observabilidad con el Mapeo de Observabilidad ............................................................. 33 

2.3.2.4 Observabilidad Estructural ................................................................................................ 35 

2.3.2.5 Observabilidad con base a un Gramiano Empírico ........................................................... 36 

2.4 Índice de observabilidad ............................................................................................................. 38 

2.4.1 Invertibilidad de matrices y valores singulares .................................................................... 38 

2.4.2 Índice de observabilidad ...................................................................................................... 39 

2.4.2 Grado de observabilidad ...................................................................................................... 39 

2.5. Estimadores de estados ............................................................................................................. 40 

2.5.1. Filtro de Kalman .................................................................................................................. 41 

2.5.2. Observador de Luenberger ................................................................................................. 42 

2.5.3. Filtro Extendido de Kalman ................................................................................................. 44 

2.5.4. Observador de Alta Ganancia ............................................................................................. 45 

2.5.5. Observador de Modo Deslizante......................................................................................... 46 

Capítulo 3 .......................................................................................................................................... 48 

Casos de Estudio ............................................................................................................................ 48 

3.1 Producción de hidrógeno por fotofermentación en un CSTR ..................................................... 48 

3.1.1. Descripción del proceso ...................................................................................................... 48 

3.1.2. Foto-fermentación para producción de H2 en un CSTR ...................................................... 49 

3.1.3. Modelo Matemático ........................................................................................................... 50 

3.1.4. Simulaciones Numéricas ..................................................................................................... 51 

3.1.5 Linealización ......................................................................................................................... 53 

3.2. Digestión Anaerobia de Lactosueros .......................................................................................... 54 

3.2.1. Descripción del proceso ...................................................................................................... 54 

3.2.2. Producción de Biogás en un reactor secuencial lote anaerobio (AnSBR) ........................... 55 

3.2.2. Modelo matemático ............................................................................................................ 56 



3.2.3. Simulación Numérica .......................................................................................................... 58 

3.3. Cultivo de microalgas ................................................................................................................. 60 

3.3.1. Descripción del proceso ...................................................................................................... 60 

3.2.2. Producción continua de microalgas en un quimiostato...................................................... 60 

3.5.2. Modelo Matemático ........................................................................................................... 60 

3.5.3. Simulación Numérica .......................................................................................................... 62 

3.5.4 Linealización ......................................................................................................................... 62 

3.4. Producción de Biodiesel ............................................................................................................. 63 

3.4.1. Descripción del proceso ...................................................................................................... 63 

3.4.2. Producción de Biodiesel en un CSTR con grasas atrapadas ................................................ 64 

3.4.2. Modelo Matemático ........................................................................................................... 65 

3.4.3. Simulación Numérica .......................................................................................................... 66 

3.4.4 Linealización ......................................................................................................................... 67 

Capítulo 4 .......................................................................................................................................... 68 

Análisis de Observabilidad .......................................................................................................... 68 

4.1. Metodología de Análisis de Observabilidad Propuesta ............................................................. 68 

4.2. Observabilidad de la producción de hidrógeno por foto-fermentación en un CSTR ................. 68 

4.2.1. Mediciones disponibles ....................................................................................................... 68 

4.2.2. Análisis de Observabilidad Convencional: Prueba de Kalman y Criterio de PBH ................ 69 

4.2.3. Análisis de Observabilidad No Convencional ...................................................................... 73 

4.2.4 Índice de Observabilidad ...................................................................................................... 81 

4.3. Observabilidad de la Digestión Anaerobia de Lactosueros ........................................................ 82 

4.3.1. Mediciones disponibles ....................................................................................................... 82 

4.3.2. Análisis de Observabilidad Convencional: Prueba de Kalman y Criterio de PBH ................ 83 

4.3.3. Análisis de Observabilidad No Convencional ...................................................................... 85 

4.3.4 Índice de Observabilidad ...................................................................................................... 86 

4.4. Microalgas .................................................................................................................................. 86 

4.4.1. Mediciones disponibles ....................................................................................................... 86 

4.4.2. Análisis de Observabilidad Convencional: Prueba de Kalman y Criterio de PBH ................ 87 

4.4.3. Análisis de Observabilidad No Convencional ...................................................................... 88 

4.4.4 Índice de Observabilidad ...................................................................................................... 89 

4.5. Biodiesel ..................................................................................................................................... 90 



4.5.1. Mediciones disponibles ....................................................................................................... 91 

4.5.2. Análisis de Observabilidad Convencional: Prueba de Kalman y Criterio de PBH ................ 91 

4.5.3. Análisis de Observabilidad No Convencional ...................................................................... 93 

4.5.4 Índice de Observabilidad ...................................................................................................... 94 

Capítulo 5 .......................................................................................................................................... 96 

Observadores ............................................................................................................................. 96 

5.1. Estimación de Estados No-Medibles en Foto-fermentación ...................................................... 96 

5.1.1 Estructura general del observador ....................................................................................... 96 

5.1.2 Observadores de Luenberger extendido y de modo deslizante de alto orden.................... 96 

5.1.3 Implementación y evaluación numérica de los observadores. ............................................ 97 

5.2 Estimación de Estados en la Digestión Anaerobia de Lactosueros ........................................... 100 

5.2.1 Estructura general del observador ..................................................................................... 100 

5.2.2 Observadores de Luenberger extendido y de modo deslizante de alto orden.................. 101 

5.2.3 Implementación y evaluación numérica de los observadores. .......................................... 101 

5.3. Estimación de Estados No-Medibles en la Producción de Microalgas ..................................... 105 

5.3.1 Estructura general del observador ..................................................................................... 105 

5.3.2 Observadores de Luenberger extendido y de modo deslizante de alto orden.................. 105 

5.3.3 Implementación y evaluación numérica de los observadores. .......................................... 106 

5.4. Estimación de Estados No-Medibles en la Producción de Biodiesel ........................................ 108 

5.4.1 Estructura general del observador ..................................................................................... 108 

5.3.2 Observadores de Luenberger extendido y de modo deslizante de alto orden.................. 108 

5.3.3 Implementación y evaluación numérica de los observadores. .......................................... 109 

Capítulo 6 ........................................................................................................................................ 112 

Conclusiones y recomendaciones ........................................................................................ 112 

6.1. Panorama general .................................................................................................................... 112 

6.2 Contribuciones principales ........................................................................................................ 113 

6.3 Líneas de investigación abiertas ................................................................................................ 114 

Bibliografía ...................................................................................................................................... 115 

 

 

 

 



i. Lista de Acrónimos 
Debido a su aceptación universal los acrónimos se derivan de sus siglas en ingles. 

AD............Digestión Anaerobia 

ANN.........Redes Neuronales Artificiales 

ATP..........Trifosfato de Adenosina 

CSTR.......Reactor Continuo de Tanque Agitado 

DQO.........Demanda Química de Oxígeno 

IMC...........Control de Modo Interno 

NADH.......Dinucleótido de Nicotinamida y Adenina 

NADPH.....Nicotinamida Adenina Dinucleótido Fosfato 

ODE..........Ecuación Diferencial Ordinaria 

PID............Proporcional-Integral-Derivativ 

PNSB........Bacterias Moradas no Azufradaso 

SMO..........Observadores de Modo Deslizante 

UASB.........Reactor Anaerobio de Flujo Ascendente Con Manto De Lodos 

AGV’s............Acídos Grasos Volátiles 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



Agradecimientos 
 

Primeramente, quiero agradecer a Dios por darme la oportunidad de concluir esta etapa 

tan importante en mi vida profesional. 

A mi familia, principalmente a mi madre Isabel (QEPD), quien ya no pudo ver la 

culminación de este proyecto. 

A mi compañera de vida Alejandra y a su familia. 

A mis asesores los doctores Héctor Puebla y Ricardo Aguilar, y a todos mis profesores y 

compañeros del posgrado en Ingeniería de Procesos. 

Agradezco también a la Universidad Autónoma Metropolitana y al CONACyT los apoyos 

otorgados para realizar los estudios de doctorado en Ingeniería de Procesos. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 
 



Resumen 
Uno de los mayores obstáculos para el diagnóstico, monitoreo y control de bioprocesos es 

la ausencia de sensores para la medición de variables clave que tengan las siguientes 

características: (i) en línea, (ii) confiables, (iii) no intrusivos, (iv) esterilizables, y (v) con 

buenas propiedades de robustez. Las variables clave en la mayoría de bioprocesos incluyen 

la carga orgánica, las especies de microorganismos, las concentraciones de metabolitos o 

productos intermedios y las velocidades de reacción. En la literatura se han propuesto los 

sensores suaves u observadores de estados para la estimación de estados no medibles en 

una gran cantidad de bioprocesos. Un observador de estados es un sistema dinámico que 

reconstruye estados no medidos de un sistema con base a un modelo dinámico del sistema 

y de las mediciones disponibles. Un análisis previo al diseño del observador es la propiedad 

de observabilidad, la cual se ha estudiado usando diferentes aproximaciones. Sin embargo, 

la más común es la que se basa en el criterio de observabilidad con base a una linealización 

del modelo original en un punto de operación dado, por lo general en los puntos de equilibrio 

del proceso. En la actualidad estas técnicas se han complementado con otras técnicas de 

diferentes áreas, como los diagramas de inferencia. Existe una gran cantidad de diseño de 

observadores, tales como los observadores clásicos de Luenberger y filtros de Kalman que 

garantizan convergencia asintótica de los estados estimados a los reales considerando un 

modelo perfecto y que se cumple la propiedad de observabilidad en su aproximación lineal. 

Para tratar con incertidumbres del modelo se han propuesto extensiones o modificaciones 

a los observadores anteriores, así como otras propuestas tales como observadores difusos, 

adaptables, y de tipo modo deslizante. El interés de este proyecto de investigación doctoral 

es profundizar en el estudio de la observabilidad y el diseño de los observadores más 

adecuados para bioprocesos en producción de biocombustibles. En particular, la 

investigación se centra en tres aspectos: (i) El análisis de observabilidad no-lineal con base 

a diferentes enfoques reportados en la literatura. (ii) La variabilidad de las propiedades de 

la observabilidad en diferentes regiones de operación. (iii) La aplicación de diferentes 

técnicas de estimación de estados a diferentes casos de estudio. Debido a su relevancia e 

interés actual, la clase de bioprocesos considerados son los biocombustibles, sin embargo, 

las metodologías y resultados reportados se espera que sean aplicables a una amplia clase 

de bioprocesos.  



Capítulo 1 

Introducción 

En este Capítulo se presenta la motivación del tema de tesis, la observabilidad y el diseño 

de observadores para comunidades microbianas. Se identifica la problemática en esta clase 

de procesos y se establecen las hipótesis. Posteriormente, se definen los objetivos del 

trabajo de tesis. Finalmente, se presenta la estructura general del documento. 

1.1. Motivación 
El desarrollo y crecimiento de la sociedad ha generado una demanda de energía con la 

finalidad de mantener y mejorar los niveles estándar de vida. Desde 1920, la principal fuente 

de energía empleada han sido los combustibles fósiles (Demirbas, 2009). Actualmente, los 

combustibles fósiles representaron alrededor del 80% del consumo total de energía 

(Gadonneix et al., 2010; SENER 2015). Los combustibles fósiles presentan el inconveniente 

de ser recursos no renovables. Además, su consumo y procesamiento generan altas 

cantidades de emisiones contaminantes. 

Los combustibles alternos incluyen los denominados biocombustibles, denominados 

así debido a que se obtienen a partir de biomasa (Demirbas, 2003). La biomasa se refiere 

a todos los materiales orgánicos que en algún momento se obtuvieron natural o 

artificialmente por medio del proceso de fotosíntesis, esto incluye productos agrícolas y 

silvestres, productos de desechos animales, etc. Los beneficios de los biocombustibles 

incluyen (Demirbas, 2003; Demirbas, 2009): la sustentabilidad, la reducción de gases de 

efecto de invernadero, el desarrollo rural y asegurar el abasto de combustibles.  

    Los biocombustibles de mayor interés actual son (Demirbas, 2009; Gadonneix et al., 

2010; SENER 2015):  

    (i)   Biodiesel: El cual se obtiene por la reacción de transesterificación de lípidos que 

pueden provenir de aceites vegetales, aceites vegetales residuales de la preparación de 

alimentos, grasas animales de desecho o aceites de microalgas. En el proceso de 

producción se obtiene biodiesel y agua como productos principales del proceso de 

esterificación. 

    (ii)   Bioetanol: El cual se obtiene por medio de la fermentación anaerobia de azúcares. 

Actualmente se trabaja en el desarrollo de procesos para obtenerlos a partir de desechos 

agrícolas como las pajas de maíz y trigo, o el bagazo de caña que son residuos producidos 

en grandes cantidades.  



    (iii)   Biogás: El cual se obtiene principalmente por medio de las reacciones de 

degradación de materia orgánica mediante microorganismos (bacterias acidogénicas, 

metanogénicas, etc.) en condiciones anaerobias (en ausencia de oxígeno). El producto de 

consta principalmente de metano (CH4) en proporción que va del 40 al 70%, dióxido de 

carbono (CO2) y pequeños porcentajes de otros gases como oxígeno, nitrógeno, hidrogeno 

y sulfuro de hidrogeno (H2S). 

    (iv)   Biohidrógeno: El cual se produce principalmente por bacterias a través de la 

fermentación de ácidos orgánicos (e.g. ácido acético, butírico y propanoico), los cuales se 

pueden obtener de aguas residuales o residuos agrícolas.  

Los procesos biotecnológicos, incluyendo los asociados a la producción de 

biocombustibles, se han usado por más de un siglo, sin embargo, en muchos casos aún se 

operan en forma empírica, principalmente por la complejidad de los fenómenos de 

transporte y reacción subyacentes. Más aun, muchas de las variables clave en la operación 

de bioprocesos no se pueden medir en forma instantánea por la ausencia de sensores 

adecuados (Wiese y Kőnig, 2009).  

En términos generales, un sistema de monitoreo adecuado es necesario para 

(Bequette, 2003; Chanda et al., 2015): 

 Mejorar el entendimiento del proceso: El contar con mediciones confiables puede 

revelar relaciones desconocidas entre variables, las cuales conducen al desarrollo 

de mejores modelos fenomenológicos.  

 Toma de decisiones: La disponibilidad de mediciones de variables importantes 

permiten la detección oportuna de problemas operacionales.  

 Diseño e implementación de sistemas de control: Para el diseño e implementación 

de sistemas de control es deseable contar con la medición instantánea de la variable 

a controlar para diseños de control por retroalimentación de salida. Para otros 

enfoques de control, tales como el control de modo predictivo, es necesario conocer 

todos los estados del modelo que se usa para la predicción.  

Las variables principales de bioprocesos son comúnmente las concentraciones de los 

substratos a procesar, la biomasa y sus componentes, y los productos. El monitoreo de la 

concentración no es una tarea sencilla. En efecto, en la medición estándar de la 

concentración se sigue el siguiente procedimiento: (i) Se toma una muestra a intervalos de 

tiempo definido. (ii) Las muestras se manipulan y analizan por métodos fuera de línea tales 

como titulación o cromatografía.  



Algunas técnicas de medición más avanzadas incluyen la espectroscopia vibracional, 

espectroscopia de masas, y resonancia magnética (Chanda et al., 2015). En particular la 

espectroscopia de masas acoplada con diferentes fuentes de ionización proporciona 

información estructural de la composición de productos en tiempo real (Ray et al., 2018). 

Algunas variables claves comunes de diversos bioprocesos y sus mediciones son: 

 Demanda química de oxígeno (DQO): Métodos de titulación de permanganato o 

dicromato, y espectrofotometría. 

 Ácidos grasos volátiles (VFA): Espectroscopia de fluorescencia, espectroscopia 

cercana al infrarrojo (NIR), titulación, y cromatografía de gases. 

 Composición de biogás (CH4, CO2, O2, H2S, N2 y H2): Cromatografía de gases, 

sensores en línea (por Siemens) para CH4/CO2, y celdas electroquímicas. 

Los métodos cromatográficos y espectroscópicos son costosos en términos de su 

adquisición y mantenimiento. Además, se requiere cumplir con especificaciones 

operacionales estrictas (calibración, esterilización, muestreo, etc.). Así, algunas 

desventajas de los métodos anteriores son el tiempo de medición, requieren materiales 

costosos, corrosivos y tóxicos, equipos costosos, y con accesorios especializados. A pesar 

de que se ha realizado un esfuerzo considerable para el desarrollo de sensores que 

permitan el monitoreo en línea y rápido de variables en bioprocesos, actualmente, las 

mediciones rutinarias son las mediciones de presiones, flujos volumétricos de líquidos y 

gases, temperatura, pH, y conductividad. Así, uno de los objetivos principales en procesos 

biotecnológicos es el desarrollo de dispositivos eficientes que permitan el monitoreo 

indirecto de variables clave a través de mediciones en línea y en forma rápida que están 

disponibles y con bajo costo económico y computacional. 

Los métodos que se han propuesto en la literatura para el monitoreo indirecto de 

variables se pueden agrupar en tres categorías:  

1. Correlaciones con mediciones disponibles: La idea es establecer una correlación 

directa de la medición deseada con alguna variable disponible, tal como la 

conductividad, el pH y el oxígeno disuelto. Sin embargo, solamente existen pocas 

correlaciones identificadas.   

2. Técnicas basadas en datos históricos (Kadlec et al., 2009; Russell et al., 2012): 

En esta clase de técnicas se utilizan los datos históricos de mediciones 

disponibles para construir un modelo que permita inferir la medición de la variable 

de interés. En esta clase de técnicas se incluyen las redes neuronales artificiales 

(ANN), maquinas soportadas por vectores, modelos regresivos, y recientemente, 



el análisis fractal. Por ejemplo, en una ANN se trata de emular en forma artificial 

la forma en la que las neuronas reconocen patrones, aprenden tareas y resuelven 

problemas. En particular, las ANN se basan en la característica que una neurona 

se activa después de exceder cierto umbral. Las ANN se caracterizan por el 

número y tipo de conexiones entre nodos o neuronas, y las reglas de aprendizaje 

que se usan a partir de un conjunto de datos para su entrenamiento. Las ANN se 

han usado en bioprocesos para estimar la COD, eficiencias de remoción de 

contaminantes, y composiciones de biogás. Las desventajas de las ANN incluyen 

la selección de variables y cantidad de datos para fines de entrenamiento, la etapa 

de reaprendizaje al llegar datos con características distintas al entrenamiento, y 

su uso como modelos de caja negra donde no se identifican fenómenos de 

transporte y reacción relevantes. En el caso del análisis fractal, la idea es 

establecer correlaciones entre los parámetros fractales y el comportamiento 

cualitativo de variables clave en bioprocesos. Un par de desventajas de este 

enfoque son la necesidad de experiencia en el manejo del análisis fractal para la 

selección de parámetros de ajuste del método, y las características de las series 

de tiempo en cantidad de datos, su muestreo y su relación con las variables a 

estimar. En términos generales, las técnicas basadas en datos son una alternativa 

adecuada cuando no existe un modelo o bien el modelo disponible es demasiado 

complejo.  

3. Técnicas basadas en modelo (Dochain, 2003; Bogaerts y Wouwer, 2003; 

Luttmann et al., 2012; Ali et al., 2015; Alexander et al., 2020): Esta clase de 

técnicas se basan en modelos matemáticos que describan el proceso de interés. 

En esta clase de técnicas, la que se basa en los denominados estimadores u 

observadores de estados es la más destacable. Un estimador de estados u 

observador es un sistema dinámico que estima los estados no medibles de un 

sistema, a partir de un modelo dinámico base del sistema y las mediciones 

disponibles. Un requisito fundamental para el diseño de un observador es el contar 

con un modelo que describa en forma apropiada a las variables principales del 

proceso. Por otro lado, previo al diseño del observador se requiere estudiar la 

propiedad de observabilidad. En este caso, las condiciones de observabilidad 

rigurosas son difíciles de probar. Además, la prueba de observabilidad lineal 

convencional está restringida a una región cercana al punto de aproximación del 

modelo lineal, y puede cambiar sus propiedades de acuerdo con la región de 



operación del bioproceso. Si bien, existe una vasta literatura de estimación en 

bioprocesos, sin embargo, en muchos casos se omite el análisis de observabilidad 

correspondiente, o los diseños de observadores son adaptaciones de aplicaciones 

en otra clase de sistemas sin considerar la estructura y naturaleza de los modelos 

de bioprocesos.  

En este proyecto de investigación, el interés son las técnicas de observadores de 

estados y su aplicación a una clase de bioprocesos que han generado un interés académico 

y practico en años recientes, la producción de biocombustibles. Los observadores de 

estados presentan las siguientes ventajas en la estimación de estados comparados con 

otras técnicas: 

(i) Comparadas con las técnicas basadas en datos requieren una menor demanda 

computacional y mediciones. Además, no se requiere el preprocesamiento de 

datos, diseño de una arquitectura para su procesamiento, y etapas de 

entrenamiento.   

(ii) Al hacer uso de un modelo fenomenológico del proceso, la interpretación física 

de los resultados es más intuitiva o no es tipo caja negra como los modelos 

basados en datos.   

(iii) Los modelos de bioprocesos son comúnmente una simplificación de la gran 

complejidad de esta clase de procesos que conducen a modelos manejables 

para esta clase de técnicas.    

Con base a lo anterior, en este proyecto de investigación se pretende estudiar y 

asociar las características de los modelos de bioprocesos con el análisis de la 

observabilidad y el diseño de los observadores más adecuados. Más aun, con la finalidad 

de extender la aplicación de observadores de estados en bioprocesos, se consideran cuatro 

casos de estudio de interés académico e industrial de producción de biocombustibles para 

la estimación de sus variables clave: (i) Producción de biohidrógeno. (ii) Producción de 

biogás. (iii) Producción de microalgas. (iv) Producción de biodiesel. 

1.2. Estado del arte 
En esta sección se proporciona una revisión del estado del arte de tres aspectos 

relacionados al trabajo de investigación: (i) La aplicación de observadores de estados en 

bioprocesos. (ii) El análisis de observabilidad. (iii) El índice de observabilidad. 

 



1.2.1. Observadores de estados 
En la literatura se han propuesto varios diseños de observadores, incluyendo los 

observadores clásicos de Luenberger y de Kalman, los cuales garantizan convergencia 

asintótica de los estados estimados si el modelo se considera perfecto (Dochain, 2003; Ali 

et al., 2015). Una de las limitaciones de los observadores clásicos es la falta de robustez 

en la estimación de estados no medibles debido a modelos con incertidumbre. Con la 

finalidad de incluir la incertidumbre en el modelo del sistema, se han propuesto las versiones 

extendidas o mejoradas de observadores de Luenberger y de Kalman (Ali et al., 2015; 

Alexander et al., 2020). Sin embargo, estas configuraciones están restringidas a ciertas 

clases de incertidumbres y pueden requerir cálculos elaborados para su diseño.  

Algunas aplicaciones de observadores clásicos en bioprocesos son los siguientes: 

 Rapaport et al., (2008) diseñan un observador de tipo Luenberger en su aplicación 

a un modelo de un quimioestato (reactor tipo tanque agitado para aplicaciones de 

laboratorio), para estimación parámetros no constantes. 

 Rodríguez Núñez et al., (2015) hacen el análisis de desempeño de observadores 

tipo Luenberger y no lineales a un modelo típico de un fermentador. 

 Dewasne et al., (2019) formulan un observador continuo-discreto para entradas 

exógenas y entradas desconocidas basado en un filtro de Kalman extendido. El 

desempeño del observador propuesto usa como medición de salida el flujo de 

metano y se implementó en un modelo de digestión anaerobia de cuatro estados de 

una planta piloto de digestión anaerobia. 

 Duan y Kravaris (2020) exploran una escala de dos tiempos de un sistema no lineal 

para proponer el diseño de un observador no lineal con una metodología basada en 

un observador de Luenberger. Consideran un modelo de digestión anaerobia de 

cuatro estados como caso de estudio y la salida medible es la concentración de 

biomasa total y los ácidos grasos volátiles. 

Los diseños de observadores que incluyen el modelo no-lineal del proceso incluyen 

versiones extendidas del observador de Luenberger y observadores no-lineales que se 

derivan usando diferentes enfoques. Aplicaciones en bioprocesos se han reportado por los 

siguientes autores.  

 Kazantzis et al., (2001) proponen el diseño de un observador no lineal en tiempo 

discreto y su aplicación a un modelo típico de un biorreactor. 



 López Pérez et al., (2013) diseñan un observador no-lineal para estimar la 

concentración de etanol, la concentración de biomasa, y la concentración de 

enzimas en un proceso de producción de bioetanol. 

 Didi et al., (2014) diseñan un observador no lineal de tipo Luenberger para la 

estimación de estado del modelo denominado AM2 de la digestión anaerobia, 

usando mediciones de varios sustratos. 

 Rodriguez et al., (2015) realizan una estimación simultanea de estados y parámetros 

cinéticos para el modelo AM2. Ellos proponen un observador adaptivo exponencial 

explotando una estructura en cascada del modelo usando mediciones de sustratos. 

 Lara-Cisneros et al. (2016) usan un observador no-lineal de tipo sigmoide para la 

estimación de la salida de AGV’s, utilizando la tasa de flujo de metano como la salida 

medible. El caso de estudio es un digestor anaerobio modelado con el modelo AM2. 

Otra propuesta de diseño de observadores con buenas propiedades de robustez son 

los observadores de modo deslizante (SMO). En los SMO se utiliza una acción discontinua 

para forzar las trayectorias de los estados a estimar a una zona denominada superficie 

deslizante, en la cual se garantiza que el error de estimación converge a cero. Algunas 

aplicaciones de SMO en bioprocesos son los siguientes: 

 Aguilar López y Maya Yescas (2005) utilizan observadores de modo deslizante para 

sistemas no lineales con parámetros inciertos.  

 Floquet y Barbot (2007) aplicaron un algoritmo super twisting para sistemas no 

lineales con entradas desconocidas.  

 Nuñez et al., (2012) abordan el problema de estimación de biomasa en un proceso 

de producción de biohidrógeno usando un observador de modo deslizante. 

 Lara-Cisneros et al., (2016) Formulan un observador de tipo super twisting y lo 

aplican a modelo de digestión anaerobia de dos estados, para estimar la 

concentración de AGV’s, usando el flujo de gas metano como la variable medible. 

 Zuñiga et al., (2015) aplicaron un observador de Luenberger acoplado a un 

observador de modo deslizante para estimar las concentraciones de substrato y 

biomasa en un biorreactor para producción de biohidrógeno. 

 Sbarciog et al., (2014) Aplicaron un observador super twisting tomando un modelo 

de referencia de digestión anaerobia introducido por Bernard (modelo AM2). Para 

propósitos de estimación, los autores consideran la medición del sustrato y la tasa 

de flujo del biogás. 

 



Finalmente, otros enfoques de observadores son los de tipo difuso, polinomiales, de 

intervalos. Algunas aplicaciones en bioprocesos son las siguientes: 

 Chaib Draa et al., (2018) diseñaron una matriz de desigualdades lineales (LMI) 

basado en un observador de estado no lineal de tiempo discreto H∞. El observador 

de estado propuesto da todas las variables de estado usando las mediciones del 

sustrato orgánico, AGV´s y alcalinidad, esto para un modelo de seis estados. 

 Alcaraz-González et al. (2005) proponen la aplicación de observadores de intervalos 

para la estimación de cuatro estados no medibles en un modelo de seis estados, 

con base a las mediciones de substrato y AGV’s. 

 Bunciu (2011) realiza estimación de biomasa de un proceso anaeróbico usando un 

observador por intervalos. 

 

1.2.2. Análisis de observabilidad 
La propiedad de observabilidad es un pre-requisito para la estimación de estados no 

medibles. La observabilidad es una propiedad que estudia la posibilidad de determinar los 

estados no-medibles en forma única usando solamente el conocimiento de la entrada de 

control y de las salidas del sistema (Pruneda et al., 2010).  

El primer acercamiento para estudiar la observabilidad se basa en usar modelos 

lineales o linealizados del proceso en un punto de operación y calcular la denominada matriz 

de observabilidad de Kalman que conduce a resultados validos localmente (alrededor del 

punto de linealización o donde es válido el modelo lineal). El gramiano de observabilidad y 

el criterio de Popov-Belevith-Hautus son resultados equivalentes a la observabilidad de 

Kalman para sistemas lineales (Callier y Desoer, 2012). Una observabilidad local es a 

menudo suficiente y puede conducir a resultados incompletos respecto al comportamiento 

no-lineal del proceso en diferentes regiones de operación. En efecto, debido a que los 

bioprocesos son altamente no-lineales, tales aproximaciones de la observabilidad pueden 

conducir a resultados imprecisos. 

La observabilidad para sistemas no-lineales no es fácil de establecer y es un problema 

abierto (Dochain 2003). Una propuesta para abordar el análisis de observabilidad para 

sistemas no lineales es una condición equivalente a la condición de rango de la matriz de 

observabilidad de Kalman, pero usando derivadas de Lie para su cálculo (Luttman et al., 

2012). Debido a que los cálculos de esta matriz se complican para sistemas de alto orden 

y con no-linealidades importantes, tales como los bioprocesos, no es común que se 

presente este análisis.  



En el caso de bioprocesos, pocos autores han abordado las propiedades de 

observabilidad. Algunas contribuciones relevantes son las siguientes: 

 Didi et al., (2014) y Rodriguez et al., (2015) Ambos presentan un análisis de 

observabilidad basado en la condición de rango usando derivadas de Lie. 

 Moreno et al., (2014) llevan a cabo los análisis de observabilidad en su aplicación a 

modelos de procesos bioquímicos. 

 Golabgir et al., (2015) hacen análisis de observabilidad construyendo a matriz de 

observabilidad con derivadas de Lie, en su aplicación a un proceso de obtención de 

penicilina. 

 Lara-Cisneros et al., (2016) y Lara Cisneros y Dochain (2018) consideran la 

observabilidad algebraica en sus trabajos. 

 Vaidyanathan, (2016) presentan en el análisis de observabilidad clásica con 

aplicación a modelos de sistemas biológicos. 

 Lecca y Ree., (2019) proponen una metodología basada en menores principales 

para identificar condiciones de observabilidad local en procesos bioquímicos. 

En años recientes, en la literatura de teoría de control, se han propuesto nuevas formas 

de estudiar la observabilidad de sistemas no-lineales. Tres de estos enfoques son:  

1. Un método grafico usando diagramas de incidencia que permite establecer las 

conexiones entre los estados y las mediciones. (Liu y Slotine, 2013).  

2. El mapeo de observabilidad para sistemas no lineales (Leeca y Ree, 2019) que 

proporciona una condición global de observabilidad, teniendo en cuenta todos los 

estados del sistema y derivadas sucesivas de la variable medida. En forma similar, 

Montanari y Aguirre (2020) proponen el estudio de la observabilidad global y local a 

través de un mapeo de observabilidad con derivadas de Lie de la variable medida. 

3. El gramiano empírico, que extiende el concepto del gramiano lineal a sistemas no 

lineales (Singh y Hann, 2005). La metodología del gramiano empírico evita el 

procedimiento de linealización y se basa solo en la simulación del sistema no lineal.  

 Hasta el mejor conocimiento del autor, tales metodologías no se han aplicado a 

bioprocesos para la producción de biocombustibles. 

 

1.2.3. Índice de observabilidad 
Al estudiar la propiedad de observabilidad se debe considerar que, debido a variaciones en 

los parámetros del modelo, un sistema observable puede llegar a ser no-observable. Más 

aun, algunas regiones de operación físicamente factibles pueden ser menos observables 



que otras. Por ejemplo, en el caso de bioprocesos, la naturaleza cambiante de los 

microorganismos puede impactar en el análisis de observabilidad local. Por ejemplo, la 

cinética convencional de crecimiento de microorganismos es a través de una cinética de 

Monod, la cual es de orden variable de acuerdo con la cantidad de substrato presente. Así, 

es deseable extender el análisis de observabilidad local a diferentes regiones de operación. 

En la literatura, se propuso el concepto de índice de observabilidad para cuantificar 

el grado de observabilidad. Los índices de observabilidad se basan principalmente en los 

valores singulares de la matriz de observabilidad (Montanari y Aguirre, 2020). Tales índices 

de observabilidad se han aplicado a problemas en ingeniería mecánica y eléctrica, sin 

embargo, la aplicación de estas ideas en el área de bioprocesos no ha recibido mucha 

atención (Golabgir et al., 2015). 

1.3. Hipótesis y objetivos 

1.3.1. Hipótesis 
H1 El estudio de las propiedades de observabilidad no-lineal en bioprocesos permiten 

una selección adecuada de las mediciones clave para fines de diagnóstico y control. 

H2 La variabilidad de la propiedad de observabilidad en diferentes regiones de 

operación permite identificar potenciales problemas de monitoreo en la producción de 

biocombustibles.  

H3 La aplicación de observadores de estados no-lineales en la producción de 

biocombustibles permiten la estimación de variables clave con una selección adecuada de 

la variable medible.  

 

1.3.2. Objetivo general 
Identificar las variables medibles que permita un monitoreo indirecto de los estados no 

medibles por medio de observadores de estados y un buen desempeño del observador 

aplicados a la producción de biocombustibles.  

 

1.3.3. Objetivos específicos 
 Estudiar las problemáticas de la estimación de estados en la producción de 

biocombustibles.  

 Aplicar diferentes técnicas de observabilidad lineales y no-lineales para procesos de 

producción de biocombustibles.   



 Estudiar la variabilidad de la propiedad de observabilidad en diferentes regiones de 

operación a través de diferentes índices de observabilidad en procesos de 

producción de biocombustibles. 

 Emplear diferentes observadores de estado lineales y no-lineales en la producción 

de biocombustibles para la estimación de variables clave. 

1.4. Organización de la tesis doctoral 
Esta tesis se organiza como sigue: En el Capítulo 2 se describen los conceptos y 

herramientas principales que sustentan este trabajo. En el Capítulo 3 se presentan las 

generalidades de los casos de estudio, incluyendo la descripción de los modelos 

matemáticos. En el Capítulo 4 se estudian las propiedades de observabilidad de los casos 

de estudio, incluyendo el índice de observabilidad. En el Capítulo 5 se presenta el diseño 

de diferentes esquemas de estimación de estados. Finalmente, en el Capítulo 6 se 

establecen las contribuciones principales de este trabajo de investigación y se establecen 

líneas de trabajo abiertas. 

1.5. Productos derivados del proyecto de tesis doctoral 
Derivado de los resultados que se obtienen en este proyecto de investigación se realizaron 

las siguientes aportaciones al estado del arte del tema: 

1.5.1. Artículos científicos 
 Flores-Mejía, H., Lara-Musule, A., Hernández-Martínez, E., Aguilar-López, R., & 

Puebla, H. (2021). Indirect Monitoring of Anaerobic Digestion for Cheese Whey 

Treatment. Processes, 9(3), 539. 

 

 Flores-Mejía, H., Hernández-Martínez, E., Aguilar-López, R., & Puebla, H. (2022). 

Observability analysis in bidiesel production processes. En preparación. 

1.5.2. Memorias en extenso 
 Flores-Mejía, H., Rodríguez-Jara, M., Aguilar-López, R., Puebla, H. (2021). Análisis 

de observabilidad no lineal en producción de H2 por fotofermentación. Memorias del 

Congreso Nacional de Control Automático 2021, Vol. 1, 21-26. Guanajuato, 

Guanajuato (Virtual). 

 



 Flores-Mejía, H., Aguilar-López, R., Puebla, H. (2021). Monitoreo de un foto-

fermentador para la producción de hidrogeno: observabilidad y diseño de 

observador. Memorias del Congreso Internacional de Energía 2021 Vol. 1. 449-455. 

Queretaro, Queretaro (Virtual). 

 

 Flores-Mejía, H., Puebla, H., Aguilar-López, R., Hernández-Martínez, E. (2019). 

Análisis de observabilidad de reactores biológicos para producción de biogas. 

Memorias del Congreso Internacional de Energía 2019 Vol. 1, Morelia, Michoacán. 

 

1.5.3. Presentaciones en congresos 
 Flores-Mejía, H., Aguilar-López, R., Puebla, H. (2021). Monitoring biodiesel 

production: observability analysis and observer designs. 9th International Forum on 

Industrial Bioprocessing (IBA-IFIBIOP 2021), Saltillo, Coahuila, September 12-15. 

 

 Flores-Mejía, H., Vian-Pérez, J.G., Aguilar-López, R., Puebla, H. (2019). State 

Observer Designs in Bioprocesses for Biofuel Production: A review. 2nd International 

Conference on Renewable Energy and Environment Engineering (REEE 2019), 

Munich, Germany, Auguts 19-22, 2019. 

 

 Puebla, H., Hernández-Martínez, E., Flores-Mejía, H., Rocha-Lara, C., Aguilar-

Lopez, R., Flores-Guzman, N. (2018). Diagnostics and Monitoring of Bioprocesses 

for Biofuel production using Non-Conventional Approaches based on Fractal 

Analysis, State Observers, and Neural Networks. International Conference on 

Trends in Computer Engineering Information Technology & Applied Sciences 

(ITCIA-18), Londres, UK, Mayo 12-13, 2018. 

 

 
 

 



Capítulo 2 

Marco Teórico 

En este Capítulo se presenta el soporte teórico de los conceptos y herramientas principales 

que se usan en este trabajo. Primero se presenta una revisión de conceptos de bioprocesos 

y su problemática de mediciones. Posteriormente, se introducen conceptos y herramientas 

de observabilidad y de diseño de observadores. 

2.1. Procesos Biológicos 
En años recientes, se ha incrementado el uso de microorganismos (bacterias, hongos, 

algas), así como de células humanas, vegetales o animales, para la producción de una gran 

gama de productos de interés comercial, tales como antibióticos, biocombustibles, 

alimentos y bebidas, etc. (Rai et al., 2019; Srivastava et al., 2020). Además, su aplicación 

para el tratamiento de aguas residuales y contaminantes sólidos con alto contenido de 

materia orgánica ha demostrado ser atractiva desde el punto de vista ambiental (Barragán-

Ocaña et al., 2020). Por otra parte, para un buen aprovechamiento de estos procesos 

biológicos se necesita un mejor entendimiento de su dinámica, la cual es altamente 

compleja. 

 

2.1.1. Biología celular 
Las células, tejidos y organismos, tienen como base estructural miles de moléculas. Las 

cuales se pueden agrupar en ciertas categorías por sus semejanzas estructurales: 

azúcares, lípidos, y proteínas. Las proteínas realizan la mayoría de las funciones en un 

organismo viviente. Las proteínas están compuestas por carbono, oxígeno, hidrógeno, y 

nitrógeno (Bailey y Ollis, 1987). 

Las proteínas son las piezas funcionales de la maquinaria celular. Por ejemplo, las 

proteínas son las que, en las membranas, se encargan de identificar y permitir el paso de 

sustancias hacia uno y otro lado y son las que, como enzimas, se encargan de acelerar 

miles de reacciones químicas de las que depende la vida de la célula, así como de muchas 

otras funciones (Bailey y Ollis, 1987; Doran, 1995). 

El metabolismo celular se puede considerar como una serie de rutas de reacciones 

químicas, que se forman por una gran cantidad de moléculas que se transforman 

constantemente (Bailey y Ollis, 1987; Doran, 1995). Estas rutas reciben a las que llegan al 



organismo o a la célula del exterior, pero además tienen sus propias moléculas. Se pueden 

distinguir dos procesos, en uno de ellos, el anabolismo, a partir de moléculas pequeñas se 

obtienen otras más grandes; en el otro, el catabolismo a partir de moléculas grandes se 

obtiene otras más pequeñas. Una característica importante del proceso metabólico es que, 

en el catabolismo de las moléculas pequeñas, como la glucosa, los ácidos grasos o los 

aminoácidos, se logra transformar la energía de sus enlaces químicos en la energía de los 

enlaces del ATP y otras sustancias, que proporcionan en forma directa la energía que 

requieren las células para todas sus funciones. Además, los procesos de síntesis, tanto de 

moléculas sencillas como de macromoléculas, requieren energía, la cual proviene del ATP 

y del poder reductor que tienen las moléculas llamadas NADH y NADPH, entre otras. Es 

interesante señalar que la degradación que sufren las macromoléculas para producir las 

unidades que las componen hace que se transforme en calor toda la energía de sus enlaces 

(Bailey y Ollis, 1987; Doran, 1995). 

Otra característica del metabolismo es que cada una de sus transformaciones se 

acelera casi invariablemente por una enzima diferente. Las enzimas son proteínas y son 

las moléculas que se encargan de catalizar (es decir, de acelerar) las reacciones 

individuales del metabolismo. Aunque las reacciones químicas de muchos pasos 

metabólicos pueden ocurrir en forma espontánea, prácticamente todas ellas transcurrirían 

con una enorme lentitud si no existieran las enzimas. Éstas aceleran mucho (habitualmente 

mucho más de un millón de veces) las reacciones individuales del metabolismo. 

 

2.1.2. Procesos aerobios y anaerobios 
Los procesos biológicos se clasifican en forma general como aerobios y anaerobios. Los 

procesos aerobios se pueden representar como, 

 

𝐶𝑥𝐻𝑦 + 𝑂2 + (𝑀𝑖𝑐𝑟𝑜𝑜𝑟𝑔𝑎𝑛𝑖𝑠𝑚𝑜𝑠  /  𝑛𝑢𝑡𝑟𝑖𝑒𝑛𝑡𝑒𝑠) →   𝐻2𝑂 + 𝐶𝑂2 + 𝐵𝑖𝑜𝑚𝑎𝑠𝑎 

 

Es decir, los sistemas aérobicos aprovechan la capacidad de los microorganismos de 

asimilar materia orgánica y nutrientes (nitrógeno y fósforo) para su propio crecimiento, en 

presencia de oxígeno. Los productos resultantes son agua, dióxido de carbono, y materia 

orgánica degradada o transformada. 

Los procesos anaerobios se pueden representar como, 

 

𝐶𝑥𝐻𝑦 + (𝑀𝑖𝑐𝑟𝑜𝑜𝑟𝑔𝑎𝑛𝑖𝑠𝑚𝑜𝑠  /  𝑛𝑢𝑡𝑟𝑖𝑒𝑛𝑡𝑒𝑠) →   𝐶𝐻4  + 𝐶𝑂2 + 𝐵𝑖𝑜𝑚𝑎𝑠𝑎 



 

En el caso de los procesos anaerobios no es necesario el oxígeno para llevar a cabo 

el metabolismo de degradación o consumo de la materia orgánica, con la generación 

simultanea de un biogás compuesto por metano y dióxido de carbono. 

 

2.1.3. Efecto de parámetros en procesos biológicos 
El diseño y la operación de un proceso biológico dependen de varios parámetros. A 

continuación, se describen los efectos principales de los más importantes (Bailey y Ollis, 

1987; Doran, 1995): 

1. Cantidad de nutrientes disponibles: Este parámetro involucra macronutrientes y 

micronutrientes (carbono, nitrógeno, fósforo y azufre), ambos muy importantes para el 

crecimiento de los microorganismos. Además, su ausencia puede generar la inhibición en 

el proceso (Al Seadi, 2008). 

2. Concentración de oxígeno disuelto (procesos aeróbicos): La ausencia de este 

parámetro dentro de un reactor aeróbico es causa inmediata de disminución de la población 

de microorganismos presentes por lo tanto no se puede generar productos. Además, los 

microorganismos requieren de oxígeno para poder metabolizar el alimento que consumen. 

3. Relación entre carga orgánica y microorganismos: El incremento de la carga 

orgánica puede ocasionar fallas en los reactores químicos ya que es la cantidad de materia 

que alimenta por unidad de volumen en un tiempo determinado. Si esta carga es menor a 

la necesaria los microorganismos no se alimentan correctamente y habrá una disminución 

de estos. Por el contrario, si la carga es mayor a la necesaria puede haber un sobre 

incremento en la población de microorganismos o bien los microorganismos podrían ser 

arrastrados a la salida del reactor. 

4. pH: Tiene efectos significativos en las rutas metabólicas por lo que está altamente 

relacionada con la generación del producto final. En un proceso cuyo pH es por debajo de 

5 la producción se ve reducida debido a la producción de metabolitos ácidos, que destruye 

la capacidad de la célula para mantener el pH interno. Estudios demuestran que el pH 

óptimo depende tanto del tipo de microorganismo como de los sustratos (Nath et al., 2006). 

El pH que puede considerarse comúnmente óptimo para muchos bioprocesos está entre 

6.5 y 7.6. Si el pH está por arriba de 7.8 indica acumulación de amoniaco (Al Seadi, 2008). 

5. Temperatura: Los procesos biológicos se llevan a cabo en gran medida a 

temperatura ambiente. De las diferentes etapas térmicas como son psycofílica, mesofílica 

y termofílica, comúnmente se considera la termofílica (entre 43 y 55 °C), debido a que 



dentro de esta zona existe la eliminación de patógenos, crecimiento de la población y una 

degradación de sustratos sólidos en un tiempo de retención menor. La desventaja de esta 

zona es la inestabilidad, hay mayor consumo de energía y riesgo de inhibición por amoníaco 

(Riffat, 2013). 

6. Tiempo de residencia: está definido como el tiempo que pasa una porción de líquido 

desde que entra al reactor hasta que sale del mismo. En procesos biológicos este parámetro 

es muy importante ya que si no es suficiente la población de microorganismos no consume 

la cantidad suficiente de sustrato y no se genera la cantidad optima de productos (Al Seadi, 

2008). 

7. Mezclado: El mezclado es importante para asegurar una mezcla homogénea y 

eliminar las resistencias al transporte de masa. Sin embargo, un aumento excesivo de este 

parámetro perjudica a los microorganismos por el esfuerzo cortante del fluido sobre los 

microorganismos. Más aun, el mezclado debe de considerar los gases que entran, se 

producen y salen de los bioprocesos de forma que no afecten su operación. 

2.2. Modelado de Procesos 
Una manera de hacer más entendible un proceso es usando un modelo matemático que 

pueda representar los fenómenos de reacción y transporte más importantes (Bequette, 

2003; Datta y Sablani, 2006; Ramkrishna y Song, 2016). La formulación de las ecuaciones 

de un modelo generalmente consiste en expresar las leyes físicas o principios de 

conservación en símbolos apropiados. Los principios de conservación para problemas 

físicos son usualmente los de balances de masa, momento o energía. Al generalizar estos 

conceptos al caso de sistemas de flujo, se obtiene un conjunto de ecuaciones diferenciales 

de cambio para la transferencia de energía, masa y momento. 

 

2.2.1. Modelado de bioprocesos 
Los modelos utilizados para describir los procesos biotecnológicos pueden clasificarse en 

cuatro grupos según el nivel de detalle y complejidad (Núñez, 2014). 

1. Modelos estructurados: En los modelos estructurados se consideran las 

características internas de la célula o sus partes (metabolitos intermedios, procesos 

celulares, etc.). 

2. Modelos no estructurados: La biomasa se representa con una sola variable 

(usualmente, la concentración total), al no considerar la estructura celular interna. 



3. Modelos segregados: Un modelo segregado considera a la población de células 

como una colección de conjuntos de células, donde cada conjunto tiene a su vez diferentes 

propiedades (por ejemplo: diferente edad y/o productividad). 

4. Modelo no-segregado: En estos modelos no se considera la heterogeneidad de la 

población celular, es decir se supone células promedio. 

La Figura 2.1 representa la ubicación de las cuatro combinaciones de modelos 

posibles, en función de la complejidad matemática y el nivel de detalle del proceso. 

 

 

Figura 2.1. Diferentes tipos de complejidad en el modelado (tomada de Núñez 2014) 

 

2.2.2. Modelado de reacciones biológicas 
La ley fundamental de una reacción química es la "ley de acción de las masas". Esta ley 

describe la velocidad a la cual los reactantes químicos, ya sean macromoléculas grandes o 

simples iones, se colisionan e interaccionan para formar diferentes combinaciones 

químicas. Un modelo para explicar la desviación de la ley de acción de las masas para 

describir la cinética de reacciones biológicas se propuso por Michaels y Menten. En su 

esquema de reacción se considera una reacción bioquímica, donde una enzima E convierte 

el substrato S en el producto P a través de un proceso de dos pasos. Primero E se combina 

con S para formar un complejo C el cual se rompe en el producto P liberando E en el 

proceso. El esquema de reacción se representa por, 

𝑆 + 𝐸 ⇆ 𝐶 ⟶ 𝑃 + 𝐸 

Al aplicar la ley de acción de las masas al mecanismo dado por la ecuación anterior, 

conduce a cuatro ecuaciones diferenciales, 

𝑑𝑆

𝑑𝑡
=  𝑘2𝐶 − 𝑘1𝑆𝐸                



𝑑𝐸

𝑑𝑡
= (𝑘2 + 𝑘3)𝐶 − 𝑘1𝑆𝐸      

𝑑𝐶

𝑑𝑡
=  𝑘1𝑆𝐸 − (𝑘2 + 𝑘3)𝐶    

𝑑𝑃

𝑑𝑡
=  𝑘3𝐶                                  

se puede observar que 

𝑑𝐸

𝑑𝑡
+ 
𝑑𝐶

𝑑𝑡
= 0 

por lo tanto, 

𝑑(𝐸 + 𝐶)

𝑑𝑡
= 0 

𝐸 + 𝐶 = 𝑐𝑡𝑒 = 𝐸0  

Michaels y Menten supusieron que el substrato se encuentra en equilibrio con el 

complejo, 

𝑑𝑆

𝑑𝑡
= 0                                    

𝑘2𝐶 = 𝑘1𝑆𝐸                        

𝑘2𝐶 = 𝑘1𝑆(𝐸0 − 𝐶)          

𝑘2𝐶 + 𝑘1𝑆𝐶 =  𝑘1𝑆𝐸0       

   𝐶(𝑘2 + 𝑘1𝑆) =  𝑘1𝑆𝐸0         

𝐶 = 
𝑘1𝑆𝐸0

(𝑘2 + 𝑘1𝑆)
=   

𝑆𝐸0

(
𝑘2
𝑘1
⁄ + 𝑆)

=  
𝑆𝐸0

(𝑘𝑠 +  𝑆)
  

La velocidad a la cual se forma el producto está dada por, 

 

𝜇(𝑠) =
𝑑𝑃

𝑑𝑡
=  𝑘3𝐶 =  

𝑘3𝐸0𝑆

𝑘𝑠 +  𝑆
=  
𝜇𝑚𝑎𝑥𝑆

𝑘𝑠 +  𝑆
 

donde kS=k₂/k₁, y μmax=k₃E₀. 

 

2.2.3. Incertidumbre 
Las incertidumbres están definidas como la falta de confianza de algún resultado o bien 

cuando se desconoce el tipo de resultado que se obtendrá en una determinada situación. 

Las incertidumbres pueden deberse a varios factores como la falta de información, los 

constantes cambios que se presentan sobre un tema en específico, ignorancia o incluso a 

fenómenos físicos. La incertidumbre es considerada un concepto abstracto, sin embargo, 

puede cuantificarse con las mediciones correspondientes (Zhang et al., 2018). Las 



incertidumbres en un modelo se refieren a los parámetros que son inciertos en la solución 

de esté o la validez del modelo en determinadas regiones.  

2.3. Observabilidad 
Como se estableció en la introducción de este documento, el monitoreo instantáneo de 

bioprocesos es fundamental para fines de diagnóstico y control de esta clase de procesos.  

Sin embargo, es comúnmente impráctico o imposible medir en forma instantánea los 

estados representativos de un bioproceso por diversas causas, por ejemplo: 

 Los sensores para medir determinados estados pueden ser muy costosos y no estar 

disponibles en la práctica. 

 Algunas señales son imprácticas de medir. 

 Existen perturbaciones no medibles o ruido de medición que afecta la medición de 

una variable. 

 La medición no es instantánea y el tiempo de adquisición es importante.  

Además, en el ámbito industrial la mayoría de las variables que se miden en forma 

rutinaria y practica se reduce a mediciones de pH, temperatura, flujos de líquidos y gases. 

El concepto de observabilidad es útil al resolver el problema de reconstruir variables 

de estado no medibles a partir de variables que sí lo son en un tiempo mínimo posible. De 

manera informal se puede decir que la observabilidad es la característica que indica la 

posibilidad de que el estado (o las variables de estado) influyan en la salida. Formalmente 

se dice que un sistema es observable en el tiempo t₀ sí, con el sistema en el estado x(t₀), 

es posible determinar este estado a partir de la observación de la salida durante un intervalo 

de tiempo finito (Dochain, 2003). 

En esta sección se presentan diferentes conceptos y métodos para establecer la 

propiedad de observabilidad a partir del modelo del proceso, ya sea la aproximación lineal 

o el modelo no-lineal. 

Se debe notar que el concepto de observabilidad de interés en este proyecto de 

investigación doctoral es el de observabilidad completa. Es decir, la capacidad de estimar 

todos los estados no medibles del proceso a partir de las mediciones disponibles un modelo 

base. La observabilidad completa es necesaria para fines de diagnóstico del proceso al 

poder conocer el estado actual de las variables clave del proceso. Por otro lado, para 

diseños de control, tales como el MPC en sus diferentes variantes, es necesario conocer el 

vector de estados completo en cada instante del cálculo de la entrada de control.  



Con la finalidad de claridad en la presentación, los conceptos y resultados de 

observabilidad que se presentan en esta sección hacen uso de notación matemática simple 

y sus pruebas formales se pueden consultar en las referencias correspondientes.   

 

2.3.1 Observabilidad de un sistema lineal 
Se considera un sistema lineal sin forzamiento (sin entrada de control) descrito por las 

ecuaciones: 

�̇�(𝑡) = 𝐴𝑥(𝑡)              (2.1) 

𝑦(𝑡) = 𝐶𝑥(𝑡)              (2.2)  

en donde �̇�(𝑡), son las derivadas del vector de estados 𝑥(𝑡) de dimensión n,  y(t) es el vector 

de salida medible (vector de dimensión m), A es un matiz de dimensión n×n y C es una 

matriz de m×n. 

2.3.1.1 Observabilidad de Kalman 
Se dice que el sistema es completamente observable si el estado x(t0) se determina a partir 

de la observación de y(t) durante un intervalo de tiempo finito, t0 ≤ t ≤ t1. Por tanto, el sistema 

es completamente observable si todas las transiciones del estado afectan eventualmente a 

todos los elementos del vector de salida.  

 El sistema (2.1) - (2.2) es completamente observable sí y sólo sí los vectores C, CA, 

CA2,…, CAn-1, son linealmente independientes, o en forma equivalente si la matriz de 

observabilidad (O) de tamaño nm×n: 

𝑂 = [

𝐶
𝐶𝐴
⋮

𝐶𝐴𝑛−1

]              (2.3) 

es de rango n, o tiene n vectores columna linealmente independientes. La matriz se 

denomina matriz de observabilidad. El criterio es equivalente a pedir que el determinante 

de O sea diferente de cero, es decir, que la matriz O sea no singular. 

 

2.3.1.2 Observabilidad por la prueba de PBH (Popov-Belevitch-Hautus) 
Otra prueba de observabilidad utilizada en sistemas lineales es la prueba PBH (Chen, 

1984). En este caso, para sistemas lineales invariantes en tiempo (LTI) descritos por las 

Ecs. (2.1) y (2.2) con conocimiento exacto de parámetros del sistema, el problema de las 

entradas mínimas se puede resolver eficientemente a través de la prueba de observabilidad 



PBH. En la prueba de observabilidad de PBH se establece que un sistema LTI es 

observable si y solo si (Hangos et al., 2013), 

𝑟𝑎𝑛𝑔𝑜 [
𝜆𝐼 − 𝐴
𝐶

] = 𝑁             ∀𝜆𝑖 ∈ 𝐴              (2.4) 

Donde 𝜆𝑖 indica el eigenvalor i de la matriz A. I es una matriz identidad de tamaño n. Como 

se puede notar, la prueba requiere evaluar la Ec. (2.4) para cada eigenvalor de A.  

2.3.1.3 Observabilidad por el gramiano de observabilidad 
Al utilizar la prueba de PBH, si se cumple para todos los eigenvalores de A, entonces la 

solución única, denominada el gramiano de observabilidad, de la siguiente ecuación 

(Hangos et al., 2013), 

𝑊0𝐴 + 𝐴
𝑇𝑊0 + 𝐶

𝑇𝐶 = 0              (2.5) 

es positiva definida, y puede expresarse como,  

  𝑊0 = ∫ 𝑒𝑥𝑝𝐴𝜏
𝑇𝐶𝜏𝐶𝑒𝑥𝑝𝐴𝜏𝑑𝜏

∞

0
              (2.6) 

Se debe notar que las condiciones de observabilidad anteriores, i.e., la condición de 

observabilidad de Kalman, la prueba PBH y el gramiano de observabilidad son equivalentes 

y se aplican a la versión lineal dada por el modelo en el espacio de estados, Ecs. (2.1, 2.2). 

 

2.3.1.4 Forma canónica observable 
La representación en variables de estado de un sistema no es única. De las diferentes 

formas de la representación en variables de estado, algunas formas son más convenientes 

que otras para algún fin específico. A estas formas particulares que ponen en evidencia 

características específicas del sistema o que facilitan la aplicación de algún procedimiento 

se les conoce como formas canónicas. Las formas canónicas se obtienen a partir de una 

transformación de estado o transformación de similaridad, con la elección de una nueva 

variable de estado de la forma: 

𝑧(𝑡) = 𝑇𝑥(𝑡)              (2.7) 

donde T es una matriz no singular. Para estados iniciales cero y entradas iguales, la 

respuesta de las formas canónicas y cualquier representación de variables de estado del 

modelo original coincide. 

Para el sistema general de orden n, la forma canónica observable está dada por: 

 

�̇�(𝑡) =  [

0…… −𝛼𝑛
…… . −𝛼𝑛−1…… .
𝐼𝑛−1

…… .
−𝛼1

] 𝑥(𝑡) + [

𝛽𝑛
𝛽𝑛−1…
𝛽1

]𝐵𝑢(𝑡)              (2.8) 



𝑦(𝑡) =  [0 0 … 1]𝑥(𝑡)              (2.9) 

 

Por ejemplo, para un sistema de tercer orden, la forma canónica observable está dada por: 

 

�̇�(𝑡) =  [

0 0 −𝛼3
1 0 −𝛼2
0 1 −𝛼1

] 𝑥(𝑡) + [

𝛽3
𝛽2
𝛽1

]𝐵𝑢(𝑡)              (2.10) 

 

2.3.2 Observabilidad de un sistema no-lineal 
Se consideran sistemas no lineales de la forma: 

�̇� = 𝑓(𝑥)              (2.11) 

𝑦 = ℎ(𝑥)              (2.12) 

Donde f(x), g(x) y h(x) son funciones suaves (i.e., continuamente diferenciables), que 

contienen términos lineales y no-lineales. 

2.3.2.1 Observabilidad por Linealización Exacta 
El concepto de observabilidad para sistemas no-lineales, se extendió del caso lineal 

utilizando conceptos de geometría diferencial (Luttmann et al., 2012). En este caso, se 

puede establecer la observabilidad localmente a partir de una matriz de observabilidad que 

se construye con las derivadas o corchetes de Lie. 

Considere el sistema no-lineal dado por las Ecs. (2.11) y (2.12), se define el espacio 

de observación (Φ) de un sistema no-lineal como el espacio de funciones del sistema que 

contiene el plano de salida h(x) y todos sus términos derivados de Lie, 

Φ(𝑥(𝑡)) =

[
 
 
 
 
ℎ
ℒ𝑓ℎ

ℒ𝑓
2ℎ
…

ℒ𝑓
𝑁−1ℎ]

 
 
 
 

               (2.13) 

Donde la derivada de Lie de h(x) a lo largo de f(x) se define como, 

ℒ𝑓ℎ(𝑥) =
𝜕ℎ(𝑥)

𝜕𝑥
𝑓(𝑥) =∑

𝜕ℎ(𝑥)

𝜕𝑥𝑖
𝑓𝑖(𝑥)

𝑛

𝑖=1

= 〈𝑑ℎ(𝑥), 𝑓(𝑥)〉        (2.14) 

El campo vectorial f(x) en cualquier punto define una dirección a lo largo de la cual se calcula 

la derivada de h(x). La derivación de Lie repetida se define recursivamente como, 

ℒ𝑓
𝑘ℎ(𝑥) =

𝜕 (ℒ𝑓
𝑘−1ℎ(𝑥))

𝜕𝑥
𝑓(𝑥)        (2.15) 

con, 



ℒ𝑓
0ℎ(𝑥) = ℎ(𝑥)        (2.16) 

Una condición de observabilidad suficiente para el sistema no lineal dado por las Ecs. 

(2.11) y (2.12), es que la matriz dada por la Ec. (2.13) sea de una dimensión igual a la 

dimensión del vector de estados n (Besançon, 2013). 

La matriz de observabilidad dada por la Ec. (2.13) se puede considerar una 

generalización para sistemas no-lineales de la matriz de observabilidad dada por la Ec. (2.3) 

para sistemas lineales. Debido al mayor esfuerzo computacional del cálculo de las 

derivadas de Lie, es más común el uso de la condición de observabilidad usando la 

aproximación lineal simple. 

Para fines ilustrativos de la técnica se considera un sistema de reacciones químicas 

con cinéticas de acción de masas, 

𝑅1 ∶ 𝐴 + 𝐵 
𝑘1
→  𝐶 

𝑅2 ∶ 𝐵 + 2𝐶 
𝑘2
→  𝐷 

Al usar la cinética de acción de masas, y cambiando las variables A=x1, B=x2, C=x3, 

y D=x4, las ecuaciones de balance de masa se pueden escribir como: 

�̇�1 = −𝑘1𝑥1𝑥2 

�̇�2 = −𝑘1𝑥1𝑥2 − 𝑘2𝑥2𝑥3
2 

�̇�3 = 𝑘1𝑥1𝑥2  − 2𝑘2𝑥2𝑥3
2 

�̇�4 = 𝑘2𝑥2𝑥3
2 

Asumiendo que no hay entradas externas (u), y considerando un esquema de 

mediciones simples (esto es, mediciones directas de las variables de estado): 

𝑦(𝑡) =  (⋯ , 𝑥𝑖(𝑡),⋯ )
𝑇 

Se desea demostrar que el sistema de reacciones es completamente observable si 

se mide la concentración del producto D, esto es 𝑦 =  𝑥4. Calculando las derivadas de Lie 

en función de la salida: 

𝑌(0) = 𝐿𝑓
0𝑦 = 𝑥4 

𝑌(1) = 𝐿𝑓
1𝑦 = 𝑘2𝑥2𝑥3

2 

𝑌(2) = 𝐿𝑓
2𝑦 = 𝑘2�̇�2𝑥3

2 + 𝑘2𝑥22𝑥3�̇�3

= 𝑘2(−𝑘1𝑥1𝑥2 − 𝑘2𝑥2𝑥3
2)𝑥3

2 + 𝑘2𝑥22𝑥3(𝑘1𝑥1𝑥2  − 2𝑘2𝑥2𝑥3
2) 

𝑌(3) = 𝐿𝑓
3𝑦 = 𝑘2�̈�2𝑥3

2 + 𝑘2�̇�22𝑥3�̇�3 + 𝑘2�̇�22𝑥3�̇�3 + 𝑘2𝑥22�̇�3
2 + 𝑘2𝑥22𝑥3�̈�3 

Entonces la matriz jacobiana se puede calcular como: 



𝒥 =

[
 
 
 
 
 
 
 
 
 
𝜕𝐿𝑓
0𝑦

𝜕𝑥1

𝜕𝐿𝑓
0𝑦

𝜕𝑥2

𝜕𝐿𝑓
0𝑦

𝜕𝑥3

𝜕𝐿𝑓
0𝑦

𝜕𝑥4
𝜕𝐿𝑓
1𝑦

𝜕𝑥1

𝜕𝐿𝑓
1𝑦

𝜕𝑥2

𝜕𝐿𝑓
1𝑦

𝜕𝑥3

𝜕𝐿𝑓
1𝑦

𝜕𝑥4
𝜕𝐿𝑓
2𝑦

𝜕𝑥1
𝜕𝐿𝑓
3𝑦

𝜕𝑥1

𝜕𝐿𝑓
2𝑦

𝜕𝑥2
𝜕𝐿𝑓
3𝑦

𝜕𝑥2

𝜕𝐿𝑓
2𝑦

𝜕𝑥3

𝜕𝐿𝑓
2𝑦

𝜕𝑥4
𝜕𝐿𝑓
3𝑦

𝜕𝑥3

𝜕𝐿𝑓
3𝑦

𝜕𝑥4 ]
 
 
 
 
 
 
 
 
 

=  [

0 0 0    1
0 𝐽22 𝐽23  0
𝐽31
𝐽41

𝐽32
𝐽42

𝐽33  0
𝐽43  0

] 

Donde,  

𝐽22 = 𝑘2𝑥3
2 

𝐽23 =  2𝑘2𝑥2𝑥3 

𝐽31 = 𝑘1𝑘2𝑥2(2𝑥2 − 𝑥3)𝑥3 

𝐽32 = −𝑘2𝑥3 (𝑘1𝑥1(−4𝑥2 + 𝑥3) + 𝑘2𝑥3
2(8𝑥2 + 𝑥3)) 

𝐽33 = −2𝑘2𝑥2(𝑘1𝑥1(−𝑥2 + 𝑥3) + 2𝑘2𝑥3
2(3𝑥2 + 𝑥3)) 

𝐽41 = 𝑘1𝑘2𝑥2 (2𝑘2𝑥3
2(−8𝑥2

2 + 2𝑥2𝑥3 + 𝑥3
2) + 𝑘1(𝑥2𝑥3(−2𝑥2 + 𝑥3) + 2𝑥1(2𝑥2

2 − 6𝑥2𝑥3 + 𝑥3
2))) 

𝐽42 = 𝑘2 (2𝑘1𝑘2𝑥1𝑥3
2(−24𝑥2

2 + 4𝑥2𝑥3 + 𝑥3
2) + 𝑘2

2𝑥3
4(72𝑥2

2 + 32𝑥2𝑥3 + 𝑥3
2)  

+ 𝑘1
2𝑥1(2𝑥2𝑥3(−3𝑥2 + 𝑥3) + 𝑥1(6𝑥2

2 − 12𝑥2𝑥3 + 𝑥3
2))) 

𝐽43 = 2𝑘2𝑥2 (2𝑘1𝑘2𝑥1𝑥3(−8𝑥2
2 + 3𝑥2𝑥3 + 2𝑥3

2) + 𝑘2
2𝑥3
3(48𝑥2

2 + 40𝑥2𝑥3 + 3𝑥3
2)  

+ 𝑘1
2𝑥1(𝑥1(−3𝑥2 + 𝑥3) + 𝑥2(−𝑥2+𝑥3))) 

Se puede demostrar que el cálculo de manera simbólica de 𝒥 es de rango completo, 

por lo tanto el sistema es algebraicamente observable (Liu, 2013).  

 

2.3.2.2 Observabilidad con Diagrama de Inferencia 
Para resolver algunas de las limitaciones, como la linealización y el tiempo de solución 

algebraico que se pueden encontrar en los métodos anteriores, la observabilidad se puede 

estudiar además al explotar la estructura de las conexiones entre los estados, entradas y 

salidas del sistema (Liu et al., 2013). Este tipo de análisis se lleva a través de una 

representación gráfica. Un enfoque es construir un diagrama de inferencia con base a la 

estructura del modelo del sistema. El diagrama de inferencia es una representación de las 

interacciones entre variables de estado.  

El diagrama de incidencia se construye teniendo en cuenta los siguientes puntos (Liu 

et al., 2013), 



- Se traza un enlace, xi → xj si xj aparece en la ecuación diferencial de xi. esto implica 

que se puede obtener información de xj al monitorear xi como función del tiempo. 

- Se descompone el diagrama de inferencia en un conjunto único de máximos 

componentes conectados con firmeza (SCC). Los SCC son las subgraficas más 

grandes que se seleccionan tal que existe una ruta directa de cada nodo a otro nodo 

en la subgrafica. Los SCC se encierran con líneas punteadas. Se debe notar que 

cada nodo en un SCC contiene información de los otros nodos. A los SCC que no 

tienen enlaces de entrada se les denomina SCC raíz.   

- Se selecciona al menos un nodo de cada SCC raíz, para garantizar la observabilidad 

de todo el sistema.  

Para la construcción del diagrama de inferencia en sistemas no-lineales, el modelo 

no-lineal permite identificar las conexiones entre estados y salidas del sistema. 

Para ilustrar las ideas del diagrama de inferencia, se considera el modelo dinámico 

siguiente (Liu et al., 2013),  

�̇�1 = −𝑘1𝑥1𝑥2 

�̇�2 = −𝑘1𝑥1𝑥2 − 𝑘2𝑥2𝑥3
2 

�̇�3 = 𝑘1𝑥1𝑥2 −  2𝑘2𝑥2𝑥3
2  

�̇�4 = 𝑘2𝑥2𝑥3
2  

A partir del modelo se deriva el siguiente diagrama de inferencia, 

 

 

Se puede notar que el SCC raíz es el nodo que corresponde al estado x4, el cual solo 

tiene el estado x4, por lo tanto, al seleccionar y = x4 se obtiene un sistema completamente 

observable.   

2.3.2.3 Observabilidad con el Mapeo de Observabilidad 
El mapeo de observabilidad es un concepto relativamente reciente para sistemas no 

lineales propuesto en el trabajo de Lecca y Ree (2019). El problema de observabilidad 



consiste en determinar si existe relación que enlace las variables de estado x(t) las salidas 

y(t) y sus derivadas del tiempo �̇�(𝑡) y por lo tanto definidas ellas únicamente en términos 

de cantidades medibles sin la necesidad de conocer las condiciones iniciales (Villaverde, 

2019). Si no existe relación, los estados iniciales del sistema no pueden ser deducidos 

observando el comportamiento de la salida. Esto implica que aquí hay infinitamente muchos 

conjuntos de parámetros que producen exactamente la misma salida para diferentes 

valores de x0 y así los estados del modelo no se pueden estimar a partir de la medición 

experimental disponible (Lecca y Ree, 2019). 

La prueba de observabilidad propuesta por Lecca y Ree (2019) se basa en el cálculo 

del mapa no-lineal,  

𝑍 = 𝑄(𝑥(𝑡0))                       (2.17) 

donde 

𝑍 = [

𝑦(𝑡0)
�̇�(𝑡0)
⋮

𝑦(𝑛−1)(𝑡0)

]           (2.18) 

Q, de denomina el mapeo de observabilidad  

𝑄(𝑥(𝑡0)) = [

ℎ0(𝑥(𝑡0), 𝑡0)

ℎ1(𝑥(𝑡0), 𝑡0)
⋮

ℎ𝑛−1(𝑥(𝑡0), 𝑡0)

]         (2.19) 

los elementos de esta matriz se obtienen de la aproximación de y(t) del sistema dado 

por las Ecs. (2.11) y (2.12) por una serie de Taylor,  

𝑦(𝑡) = 𝑦(𝑡0) + �̇�(𝑡0)(𝑡 − 𝑡0) +
�̈�(𝑡0)

2!
(𝑡 − 𝑡0)

2 +⋯+
𝑦𝑛−1(𝑡0)

(𝑛 − 1)!
(𝑡 − 𝑡0)

𝑛−1

+
𝑦𝑛(𝑡∗)

𝑛!
(𝑡 − 𝑡0)

𝑛                          (2.20) 

donde, 

𝑦(𝑡0) = ℎ(𝑥(𝑡0), 𝑡0) = ℎ0(𝑥(𝑡0), 𝑡0)           (2.21) 

�̇�(𝑡0) =
𝜕ℎ0
𝜕𝑡
(𝑥(𝑡0), 𝑡0) + (

𝜕ℎ0
𝜕𝑥(𝑡0)

(𝑥(𝑡0), 𝑡0))𝑓(𝑥(𝑡0), 𝑡0) = ℎ1(𝑥(𝑡0), 𝑡0)        (2.22) 

∶ 

𝑦(𝑛−1)(𝑡0) =
𝜕ℎ𝑛−2
𝜕𝑡

(𝑥(𝑡0), 𝑡0) + (
𝜕ℎ𝑛−2
𝜕𝑥(𝑡0)

(𝑥(𝑡0), 𝑡0))𝑓(𝑥(𝑡0), 𝑡0) = ℎ𝑛−1(𝑥(𝑡0), 𝑡0)      (2.23) 



Por consideración, la matriz 𝑄 es continuamente diferenciable, y tiene una matriz 

Jacobiana J(x), si existe una constante 휀 > 0 tal que el valor absoluto de los menores 

principales superiores 𝑀1,𝑀2, … ,𝑀𝑛 de J(x) satisfacen la condición, 

|𝑀1|  ≥ 휀,     
|𝑀2|

|𝑀1|
 ≥ 휀, … ,

|𝑀𝑛|

|𝑀𝑛−1|
 ≥  휀  

Para todo 𝑥, entonces el sistema no-lineal  una condición suficiente para 

observabilidad. Además, si la matriz matriz Jacobiana J(x), se puede expresar como el 

producto de dos matrices simétricas J1 y J2, 𝑄 es invertible si y solo si esta matrices 

simétricas son ambas positivas (negativas) o una de ellas es positiva definida y otra 

negativa definida la condición de observabilidad cumple la condición de necesidad.  

Lecca y Ree (2019) presentaron la aplicación de esta propuesta de observabilidad 

para diferentes casos de estudio, incluyendo dos modelos simples de biorreactores. Se 

debe notar que la validación de los criterios en forma analítica se complica en bioprocesos 

por las no-linealidades y el orden de los modelos.   

 

2.3.2.4 Observabilidad Estructural 
En la literatura se han abordado varias generalizaciones de observabilidad para sistemas 

no lineales (Hermann y Krener 1977; Sontag 1991; Zhirabok y Shumsky 2012; Mesbahi et 

al., 2019). El trabajo de Montanari y Aguirre introduce la definición de observabilidad local 

conectada con geometría diferencial, establecida por Hermann y Krener (1977).  

Para el sistema no-lineal (2.11)-(2.12), el sistema es localmente observable en x0 si 

la matriz de observabilidad, 

𝑂(𝑥0) =  
𝜕

𝜕𝑥
 [

ℒ𝑓
0 ℎ(𝑥)

⋮
ℒ𝑓
𝑠−1 ℎ(𝑥)

]

𝑥=𝑥0

                   (2.24) 

es de rango completo, esto es, rango de (𝒪(𝑥0)) = 𝑛. De la definición anterior, el sistema 

no-lineal (2.11)-(2.12) es observable si el mapa, 

Ψℎ(𝑥) ∶ 𝑥 ⟼ [𝑦𝑇[𝑦(1)]
𝑇
 … [𝑦(𝑠−1)]

𝑇
]
𝑇

             (2.25) 

es invertible (inyectiva) para un s dado s ≥ 1, En otras palabras, si es posible determinar 

únicamente x de y (y sus derivadas sucesivas). Ψh(x) es localmente invertible en x0 si la 

matriz siguiente tiene rango completo, esto es, 

𝑟𝑎𝑛𝑘 (
𝜕Ψℎ(𝑥)

𝜕𝑥
)|
𝑥=𝑥0

= 𝑛 

quedando el mapeo de la siguiente manera: 



Ψℎ(𝑥):=

[
 
 
 
 
𝑦

𝑦(1)

𝑦(2)

…
𝑦(𝑠−1)]

 
 
 
 

=

[
 
 
 
 
 
 

ℎ(𝑥)

𝑑ℎ(𝑥)
𝑑𝑡
⁄

𝑑2ℎ(𝑥)
𝑑𝑡2
⁄

…
𝑑𝑠−1ℎ(𝑥)

𝑑𝑡𝑠−1
⁄ ]

 
 
 
 
 
 

=

[
 
 
 
 
ℎ(𝑥)
ℒ𝑓ℎ(𝑥)

ℒ𝑓
2ℎ(𝑥)
…

ℒ𝑓
𝑠−1ℎ(𝑥)]

 
 
 
 

               (2.26)  

Donde las derivadas de Lie de alto orden se definen por la Ec. (2.15) con (2.16). La matriz 

Ψh(x) es equivalente a 𝒪(𝑥), por eso la condición de rango implica invertibilidad local (y 

observabilidad) en x0. En el contexto de mediciones simples (q=1), la matriz de 

observabilidad no lineal (2.26) es de rango completo solo si s ≥ n. 

. 

2.3.2.5 Observabilidad con base a un Gramiano Empírico 
Como se presentó en la sección 2.3.1.3, la matriz gramiana se utiliza como un criterio para 

evaluar la observabilidad lineal. Su extensión a sistemas no-lineales se propuso al introducir 

una aproximación numérica denominado gramiano empírico de observabilidad (EOG, por 

sus siglas en ingles). La metodología del EOG se describe brevemente a continuación.  

El sistema dinámico lineal de tiempo variante (LTV). 

�̇� = 𝐴(𝑡)𝑥 + 𝐵(𝑡)𝑢              𝑥(𝑡0) = 𝑥0          (2.27) 

𝑦 = 𝐶(𝑡)𝑥 + 𝐷(𝑡)𝑢                           

se dice que es localmente observable en un intervalo de tiempo finito t ∈ [t0, te] si y solo si 

la matriz gramiana (GM) de observabilidad,  

𝒢𝑂
𝑙𝑖𝑛 = ∫ Φ𝑇(𝑡, 𝑡0)𝐶

𝑇(𝑡)𝐶(𝑡)Φ(𝑡, 𝑡0)𝑑𝑡        (2.28)
𝑡𝑒

𝑡0

 

es invertible. De lo contrario, se dice que el sistema es no observable. Φ(t, t0) representa la 

matriz de transición de estado (Brammer y Siffling, 1989). En términos generales, la GM ꞔo 

representa una medida basada en energía para la observabilidad, ya que caracteriza la 

transferencia generalizada de energía dada por, 

𝐸𝑚𝑒𝑎𝑠 = ∫ y𝑇(𝑡)𝑦(𝑡)𝑑𝑡 =  𝑥0
𝑇𝒢0𝑥0        (2.29)

𝑡𝑒

𝑡0

  

Desde el estado inicial x0 hasta las salidas medidas y(t) (Chen, 1999). Por lo tanto, la GM 

influye directamente en los estados que contribuyen a la energía total de la medición. Los 

estados que no contribuyen significativamente a la energía total son poco observables. Un 

inconveniente de esta matriz gramiana de observabilidad lineal es su limitación a los 

sistemas lineales (o al menos linealizables). 



El enfoque analítico del teorema anterior ha sido extendido a sistemas no lineales 

(Singh y Hann, 2005). En particular, recientemente Powel y Morgansen (2015) introdujeron 

el enfoque EOG (gramiano empírico de observabilidad) como una herramienta para evaluar 

la observabilidad (local) de sistemas no lineales con control. Este concepto evita el 

procedimiento de linealización y se basa solo en la simulación del sistema no lineal.  

El sistema no lineal con entrada de control descrito por: 

�̇� = 𝑓(𝑥, 𝑢)   𝑐𝑜𝑛 𝑥(𝑡0) = 𝑥0              (2.30) 

𝑦 = ℎ(𝑥, 𝑢) 

se dice que es localmente observable en un intervalo de tiempo finito 𝑡 ∈  [𝑡0, 𝑡𝑒]  si y solo 

si la matriz gramiana empírica de observabilidad 

𝒢𝑂 =∑∑
1

𝑟𝑠𝑐𝑚
2  ∫ Τ𝑙  Ψ𝑙𝑚(𝑡)

𝑡𝑒

𝑡0

 Τ𝑙
𝑇𝑑𝑡        (2.31)

𝑠

𝑚=1

𝑟

𝑙=1

 

 

es de rango completo y por lo tanto es invertible. De lo contrario, el sistema se denota como 

(localmente) no-observable. 

En términos generales, el EOG de la Ec. (2.31) se puede interpretar como la suma 

de la matriz de covarianza de salida calculada para un conjunto de diferentes condiciones 

iniciales (Hann et al., 2003). La razón es que los componentes ij-th de las matrices de 

correlación Ψ𝑙𝑚  ∈  ℝ
𝑛 𝑥 𝑛 se calculan mediante 

Ψ𝑙𝑚𝑖𝑗(𝑡) =  (𝑦𝑙𝑚𝑖(𝑡) − 𝑦𝑁(𝑡))
Τ (𝑦𝑙𝑚𝑗(𝑡) − 𝑦𝑁(𝑡))         (2.32) 

donde 𝑦𝑙𝑚𝑖(𝑡) es la solución de (2.30) a una condición inicial (estado perturbado), 

𝑥𝑙𝑚𝑖,0 = 𝑐𝑚Τ𝑙𝑒𝑖 + 𝑥𝑁,0  

y una trayectoria de entrada 𝓊𝑁(𝑡).  𝑦𝑁(𝑡) representa la salida nominal y 𝑥𝑁,0 = 𝑥𝑁(𝑡 = 𝑡0) 

el estado inicial de la trayectoria del estado nominal. Para determinar el conjunto de estados 

perturbados en la ecuación anterior, se definen como sigue el conjunto T de matrices de 

rotación unitarias, el conjunto M de diferentes tamaños de perturbación (pesos) y el conjunto 

E de los vectores base: 

𝒯 = {Τ1, … , Τ𝑟: Τ𝑙  𝜖 ℝ
𝑛𝑥𝑛, Τ𝑙

𝑇 Τ𝑙 = Ι, 𝐿 = 1,… , 𝑟 }   (2.33) 

Μ = {c1, … , c𝑠: c𝑚 𝜖 ℝ, 𝑐𝑚 > 0,         𝑚 = 1,… , 𝑠 } 

ℰ =  {e1, … , e𝑛: e𝑖 𝜖 ℝ
𝑛                             𝑖 = 1,… , 𝑛 } 

Con estos conjuntos, una región en el espacio de estado alrededor del punto de interés 

(incluida la distancia y dirección de perturbación del estado) se puede determinar 



adecuadamente. La definición anterior del EOG, Ec. (2.31) se reduce a la GM para sistemas 

lineales (Ritter et al., 2018). 

2.4 Índice de observabilidad 
La observabilidad de sistemas no-lineales se basa en la mayoría de los casos en el cálculo 

de la matriz de observabilidad de Kalman que es válida alrededor del punto de aproximación 

de la linealización del modelo no-lineal del proceso. Por otro lado, la matriz de 

observabilidad con base a derivadas de Lie o las metodologías que se describen para 

sistemas no-lineales, el resultado que se establece es que el sistema es observable o no. 

Con la finalidad de identificar perdidas de la observabilidad se ha propuesto el índice de 

observabilidad (Nahar et al., 2019). La cuantificación del grado de observabilidad permite 

identificar posibles problemas en la estimación de estados bajo variaciones en las 

condiciones de operación del proceso que se desea estimar los estados no medibles.  

 

2.4.1 Invertibilidad de matrices y valores singulares 
Como se ha establecido en los diferentes criterios de observabilidad, tanto de sistemas 

lineales como los no-lineales, la observabilidad depende de establecer en forma única los 

estados a partir de la o las mediciones disponibles. Más aun, los diferentes enfoques de 

observabilidad conducen a condiciones que requieren que las matrices de observabilidad o 

de etapas intermedias sean invertibles. Esto comúnmente está asociado a que la matriz 

representa un sistema de ecuaciones lineales, tal que, si es invertible, el sistema tiene una 

solución única. Así, se podría inferir que los sistemas con poca o nula observabilidad si 

tales matrices se aproximan a la singularidad.  

Una forma de cuantificar la invertibilidad de una matriz es a través del número de 

condición,  

𝐶 =
𝜎𝑚𝑎𝑥
𝜎𝑚𝑖𝑛

              (2.34) 

Un número de condición cercano a 1 está asociado a matrices que están bien 

acondicionadas que permite un cálculo de la inversa con buena precisión y que no es muy 

sensible a cambios en las entradas. Valores altos del número de condición por otro lado 

están asociados a matrices mal condicionadas que pueden generar errores importantes en 

el cálculo de la inversa.      



 Se debe notar que el número de condición se define en términos de los valores 

singulares máximos 𝜎𝑚𝑎𝑥 y mínimos 𝜎𝑚𝑖𝑛 de la matriz de observabilidad O. Para obtener 

los valores singulares de la matriz de observabilidad se tiene,  

𝑂 = 𝑈𝑆𝑉𝑇              (2.35) 

Donde la diagonal de la matriz rectangular 𝑆 ∈ 𝑚𝑛 ×  𝑛 contiene n valores singulares 𝜎𝑖 y 

𝑈 ∈ 𝑚𝑛 × 𝑚𝑛 𝑦 𝑉 ∈ 𝑛 × 𝑛 son matrices unitarias. Así, los valores singulares y el número 

de condición son parámetros que permiten cuantificar el grado de invertibilidad de una 

matriz.  

 

2.4.2 Índice de observabilidad 
El cálculo de la condición de rango de Kalman puede producir una medición no efectiva de 

la relativa cercanía a la singularidad de la matriz de observabilidad, esto es demostrado en 

(Friedland, 1975). Para proveer una información más robusta de la observabilidad del 

sistema, Whalen et al. (2015), introducen el cálculo de un índice de observabilidad con base 

a los valores singulares como sigue: 

𝛿(𝑥) =
|𝜎𝑚𝑖𝑛[𝑂

𝑇𝑂]|

|𝜎𝑚𝑎𝑥[𝑂
𝑇𝑂]|

              (2.36) 

Donde 0 ≤  𝛿(𝑥) ≤ 1. 𝛿(𝑥) = 1 indica observabilidad completa y 𝛿(𝑥) = 0 indica no 

observabilidad. 

 

2.4.2 Grado de observabilidad 
Otra propuesta complementaría para medir el grado de observabilidad de un sistema se 

basa en la carencia de co-linealidad de las filas de la matriz de observabilidad O(k) (Fredric 

Marvin, 1980; Ham y Brown, 1983). Donde O(k) se refiere a la variación de la matriz de 

observabilidad en k instantes de muestreo del tiempo para estudiar su variación dinámica.  

Con base a la observación de la co-linealidad, el grado de observabilidad se puede 

cuantificar investigando la relación espacial a través de todas las filas de la matriz de 

observabilidad. Dado que en los ángulos entre las vectores filas de O(k) es importante 

analizar la dependencia lineal, estos vectores son normalizados (Nahar et al., 2019).  

La matriz de observabilidad normalizada en el tiempo k, se denota como 𝒩 y las filas 

de la matriz de observabilidad O(k) se denotan como 𝑂𝑗(𝑘) 𝑑𝑜𝑛𝑑𝑒 𝑗 = 1, 2, … . ,𝑚𝑁 son las 

filas. El elemento normalizado en la j-th fila y la i-th columna en la matriz 𝒩es dado por: 



𝒩𝑖
𝑗
=

𝑂𝑖
𝑗

√(∑ |𝑂𝑖
𝑗
|
2

𝑁
𝑖=1 )

              (2.37) 

Donde i =1, 2, ……, N denota los elementos dentro de cada fila.  

Pequeños eigenvalores de 𝒩𝑇𝒩 indican el grado (carencia o debilidad) de 

observabilidad de un sistema y los correspondientes eigenvectores se refieren a la dirección 

de debilidad de la observabilidad (Fredric Marvin, 1980). Esto es, 

𝑑𝑒𝑔𝒩 = 𝜆𝑚𝑖𝑛              (2.38) 

Donde 𝑑𝑒𝑔𝒩 es el grado de observabilidad y λmin es el mínimo entre todos los eigenvalores 

λi (i =1, 2, …, N).  

Si de denota el eigenvector correspondiente a λmin como Vmin, entonces Vmin es la 

dirección de la debilidad de observabilidad. La observabilidad de un sistema es alta cuando 

todos los eigenvalores son iguales o cercanos a los demás. De otra manera, el sistema es 

no-observable cuando uno o más de los eigenvalores es igual a cero.  

La medición relativa de observabilidad del sistema es dada por la razón de 

eigenvalores: 

ℛ =
𝜆𝑚𝑎𝑥
𝜆𝑚𝑖𝑛

              (2.39) 

Donde λmax es el máximo eigenvalor de 𝒩𝑇𝒩. El sistema con una relación de eigenvalores 

cercanos a uno se considera altamente observable (Nahar et al., 2019).  

2.5. Estimadores de estados 
Para un sistema que es observable es posible reconstruir o estimar los estados a través de 

un observador o estimador de estados. Un observador es un sistema dinámico, que tiene 

como elementos de entrada la salida del sistema y(t) y la entrada de control u(t) y genera 

como salida un estimado de los estados no medibles, denotados como x(t).  

 Existen muchos estimadores de estados que se han propuesto en la literatura, los 

cuales varían en su diseño, complejidad y desempeño para la estimación de estados. En 

esta sección se presentan las bases de diseño de los observadores de estado de mayor 

uso y aplicación en procesos químicos y bioprocesos.  

 



2.5.1. Filtro de Kalman 
El filtro de Kalman se desarrolló por Rudolf E. Kalman en 1960, y sirve para poder identificar 

los estados no medibles de un sistema dinámico lineal cuando el sistema está sometido a 

ruido blanco aditivo.  

El filtro de Kalman estima los estados de un proceso al usar un tipo de 

retroalimentación. El filtro estima el estado del proceso en algún tiempo y entonces se 

obtiene una retroalimentación en forma de una medición con ruido. Como tal, las 

ecuaciones para el filtro de Kalman se dividen en dos grupos: Las ecuaciones de 

actualización en el tiempo, y las ecuaciones de actualización de mediciones. Las 

ecuaciones de actualización en el tiempo generan una proyección (en el tiempo) del estado 

actual y un estimado del error de las covarianzas para obtener un estimado a priori para el 

siguiente paso de tiempo. Las ecuaciones de actualización de mediciones incorporan una 

nueva medición en el estimado a priori para obtener un estimado a posteriori mejorado. Las 

ecuaciones de actualización en el tiempo se pueden considerar como la parte predictora 

del algoritmo. Las ecuaciones de actualización de mediciones se pueden considerar como 

la parte correctora del algoritmo. 

Un algoritmo del método se muestra en la figura siguiente: 

 

Figura 2.2. Algoritmo de Kalman 

 

Las ecuaciones del filtro de Kalman en forma estándar consisten en la predicción y 

en la corrección como sigue:  

Ecuaciones de predicción:  

�̂�𝑘|𝑘−1 = 𝐹𝑘�̂�𝑘−1|𝑘−1 + 𝐵𝑘𝑈𝑘               (2.40) 

𝑃𝑘|𝑘−1 = 𝐹𝑘𝑃𝑘−1|𝑘−1𝐹𝑘 + 𝑄𝑘               (2.41) 

Ecuaciones de corrección: 

�̂�𝑘|𝑘 = �̂�𝑘|𝑘−1 +𝐾𝑘(𝑍𝑘 −𝐻𝑘�̂�𝑘|𝑘−1)              (2.42) 



𝑃𝑘|𝑘 = (𝐼 − 𝐾𝑘𝐻𝑘)𝑃𝑘|𝑘−1              (2.43) 

Con la ganancia definida como: 

𝐾𝑘 = 𝑃𝑘|𝑘−1𝐻𝑘
𝑇𝑆𝑘
−1              (2.44) 

Donde la notación es la siguiente: 

 �̂�𝑘|𝑘−1 se refiere a la predicción de la variable o vector de estados X en el instante 

k, utilizando las variables observadas en el instante k-1. 

 𝑃𝑘|𝑘−1 sr refiere a la predicción de las varianzas-covarianzas P en el instante k, 

utilizando las variables observadas en el instante k-1. 

 𝐹 es la matriz de transición.  

 𝑈𝑘 es un control basado en la información anterior, es decir, 𝑈𝑘 = ℎ(𝑍1, 𝑍2, … , 𝑍𝑘−1).   

 𝑍𝑘 esta dada por la ecuación de observación, 

𝑍𝑘 = 𝐻𝑘𝑋𝑘 + 𝑉𝑘             

 𝐻𝑘 es una matriz que relaciona la observación y el vector de estados sin tener en 

cuenta el ruido de medición, que está definido en 𝑉𝑘.  

 𝑃𝑘|𝑗 es la matriz de varianza-covarianzas del error,  

𝑃𝑘|𝑗 = 𝐸 [(𝑋𝑘 − �̂�𝑘|𝑗)(𝑋𝑘 − �̂�𝑘|𝑗)
𝑇
] 

 𝐻𝑘 es una matriz que relaciona la observación y e 

En términos simples, �̂�𝑘|𝑘 es el valor esperado del estado X en el tiempo k, condicionado 

por las mediciones tomadas hasta el tiempo j. La ganancia K de realimentación del error en 

el filtro de Kalman se puede seleccionar de forma óptima cuando se conocen las varianzas 

de los ruidos que afectan al sistema. 

El filtro de Kalman proporciona una buena solución al problema de estimación de 

estados en procesos sujetos a ruidos de medición blancos y no correlacionados. Además, 

estados iniciales deben comenzar cerca a los reales porque las ganancias se obtienen con 

base en un modelo lineal.  

 

2.5.2. Observador de Luenberger 
Se considera un sistema de la forma, 

�̇�(𝑡) = 𝐴𝑥(𝑡) + 𝐵𝑢(𝑡)              (2.45)

𝑦(𝑡) = 𝐶𝑥(𝑡)                                      
 

si el sistema satisface la condición de rango de observabilidad, entonces, existe un 

observador de la forma (Hangos et al., 2006), 

�̇̃�(𝑡) = 𝐴�̃�(𝑡) + 𝐵𝑢(𝑡) + 𝐾(𝐶�̃�(𝑡) − 𝑦(𝑡))              (2.46) 



donde �̃�(𝑡) es un estimado del estado x(t) del sistema y K es una matriz tal que A-KC es 

estable. 

Se puede ver que el observador es una copia del sistema en términos del estado 

estimado x(t) más una corrección dada por un gradiente 𝐾(𝐶�̃�(𝑡) − 𝑦(𝑡)). Se puede realizar 

un análisis sencillo para demostrar las capacidades de estimación del observador dado por 

la Ec. (2.46) en un proceso representado por la Ec. (2.45). Al restar la dinámica del sistema 

original y la dinámica del observador propuesto, se obtiene: 

�̇�(𝑡) − �̇̃�(𝑡) = 𝐴 (𝑥(𝑡) − �̃�(𝑡) − 𝐾(𝑦(𝑡) − 𝐶�̃�(𝑡)))              (2.47) 

como y(t) = Cx(t) se tiene, 

�̇�(𝑡) − �̇̃�(𝑡) = 𝐴 (𝑥(𝑡) − �̃�(𝑡) − 𝐾(𝐶𝑥(𝑡) − 𝐶�̃�(𝑡)))              (2.48) 

= 𝐴(𝑥(𝑡) − �̃�(𝑡) − 𝐾𝐶(𝑥(𝑡) − �̃�(𝑡))) 

que se puede escribir como: 

�̇�(𝑡) − �̇̃�(𝑡) = (𝐴 − 𝐾𝐶)(𝑥(𝑡) − �̃�(𝑡))              (2.49) 

si se define el error de estimación: 

𝑒𝑒(𝑡) = 𝑥(𝑡) − �̃�(𝑡)              (2.50) 

La Ec. (2.49) se puede escribir de la forma: 

�̇�(𝑡) = (𝐴 − 𝐾𝐶)𝑒(𝑡) 

de modo que con una elección adecuada de la matriz de observación K es posible que 

todos los valores propios de A-KC tengan parte real negativa y, por lo tanto: 

lim
𝑡→∞

𝑒𝑒(𝑡) = 0              (2.51) 

lim
𝑡→∞

(𝑥(𝑡) − �̃�(𝑡)) = 0  

y se puede asegurar una convergencia asintótica, tal que: 𝑥(𝑡)  →  �̃�(𝑡) conforme t→∞. Es 

decir, x(t) - �̃�(𝑡) → 0 conforme t→∞. 

Si se considera un sistema dinámico lineal afectado por ruido blanco en los estados 

y en la medición, como en el flitro de Kalman, se tienen los siguientes resultados. Para 

sistemas observables completamente uniformes, donde V es la matriz de covarianza del 

ruido blanco de los estados y W es la matriz de covarianza del ruido blanco de medición, la 

matriz K(t) está dada por, 

𝑑𝑀(𝑡)

𝑑𝑡
= 𝐴(𝑡)𝑀(𝑡) + 𝑀(𝑡)𝐴𝑇(𝑡) − 𝑀(𝑡)𝐶𝑇(𝑡)𝑊−1𝐶(𝑡)𝑀(𝑡) + 𝑉 +  𝛿𝑀(𝑡)              (2.52) 

𝑀(0) =  𝑀0 = 𝑀0
𝑇 > 0,  

𝑊 = 𝑊𝑇 > 0   



𝐾(𝑡) = 𝑀(𝑡)𝐶𝑇(𝑡)𝑊−1    

con cualquiera de las siguientes condiciones, 

𝛿 > 2‖𝐴(𝑡)‖, 𝑝𝑎𝑟𝑎 𝑡𝑜𝑑𝑜 𝑡  

𝑉 = 𝑉𝑇 > 0  

La velocidad de convergencia se puede sintonizar por δ o V. 

 Para δ=0, se obtiene el observador clásico de Kalman, con la condición relacionada 

usual para la convergencia que (A, V) sean controlables completamente uniformes. 

 Para δ=0, el observador es óptimo en el sentido de minimización con respecto a z, 

∫ [(𝐶(𝜏)𝑧(𝜏) − 𝑦(𝜏))𝑇𝑊−1(𝐶(𝜏)𝑧(𝜏) − 𝑦(𝜏)) + 𝑣𝑇(𝜏)𝑉−1𝑣(𝜏)]𝑑𝜏 + (𝑧0 − 𝑥0)
𝑇𝑀0

−1(𝑧0 − 𝑥0)
𝑡

0

 

bajo, 

𝑑𝑧(𝑡)

𝑑𝑡
= 𝐴(𝑡)𝑧(𝑡) + 𝑣(𝑡)              (2.53)   

𝑦(𝑡)   = 𝐶(𝑡)𝑧(𝑡)                 
  

Además, es óptimo en el sentido de minimizar la media del error de estimación al 

cuadrado para un sistema afectado por ruidos blancos de los estados y de medición, sin 

correlacionarse, con V y W, las matrices de varianzas respectivas. 

La ganancia del observador además se puede calcular como, 

𝐾(𝑡) =  𝑆−1(𝑡)𝐶𝑇𝑊−1              (2.54) 

donde S es la solución de: 

𝑑𝑆(𝑡)

𝑑𝑡
 = −𝐴𝑇(𝑡)𝑆(𝑡) − 𝑆(𝑡)𝐴(𝑡) + 𝐶𝑇𝑊−1𝐶(𝑡) − 𝛿𝑆(𝑡) − 𝑆(𝑡)𝑉𝑆(𝑡)              (2.55)

𝑆(0)  = 𝑆𝑇(0) > 0                      

  

Cuando V es cero se tiene una ecuación lineal S. 

 

 

2.5.3. Filtro Extendido de Kalman 
Dado un sistema no-lineal de la forma, 

�̇�(𝑡) = 𝑓(𝑥(𝑡), 𝑢(𝑡))              (2.56) 

𝑦(𝑡) = ℎ𝑥(𝑡)  

el filtro extendido de Kalman está dado por, 

�̇̃�(𝑡) = 𝑓(𝑥(𝑡), 𝑢(𝑡)) − 𝐾(𝑡)(ℎ(�̃�(𝑡) − 𝑦(𝑡))              (2.57) 

donde K(t) está dada como en el observador de Kalman con, 

𝐴(𝑡) =  
𝜕𝑓

𝜕𝑥
(�̃�(𝑡), 𝑢(𝑡))              (2.58) 



𝐶(𝑡) =  
𝜕ℎ

𝜕𝑥
(�̃�(𝑡))              (2.59) 

esto conduce a un diseño de observador sistemático en para un sistema no-lineal, sin 

embargo, en general, la convergencia no se garantiza. Algunas desventajas para su 

aplicación son: (i) Utiliza un modelo lineal en un punto de operación. (ii) Se basa en una 

estructura perfecta del modelo. (iii) Puede tener error en la estimación. (iv) Requiere 

resolver la ecuación de Riccatti. 

 

2.5.4. Observador de Alta Ganancia 
Considere un sistema no-lineal de la forma, 

�̇�(𝑡) = 𝐴𝑥(𝑡) + 𝜙(𝐶𝑥(𝑡), 𝑢(𝑡))              (2.60) 

𝑦(𝑡) = 𝐶𝑥(𝑡)  

donde ϕ(Cx(t),u(t)) es una no-linealidad del modelo. Si (A, C) es observable, el sistema 

admite un observador de la forma, 

�̇̃�(𝑡) = 𝐴�̃�(𝑡) +  𝜙(𝑦, 𝑢(𝑡)) − 𝐾(𝑡)(𝐶�̃�(𝑡) − 𝑦(𝑡))              (2.61) 

con K tal que A-KC es estable. 

Si se considera ahora un sistema no-lineal de la forma, 

�̇�(𝑡) = 𝐴0𝑥(𝑡) + 𝜙(𝑥(𝑡), 𝑢(𝑡))  

𝑦(𝑡) = 𝐶0𝑥(𝑡)  

con, 

𝐴0 = 

[
 
 
 
 
0 1 0 0 0
0 0 1 0 0
0
0
0

0
0
0

0
0
0

1
0
0

0
1
0]
 
 
 
 

, 𝐶 = [1 0 0 0 0]  

 

si la no-linealidad ϕ(x(t),u(t)) es globalmente Lipschitz con respecto a x(t), uniformemente 

con respecto a u(t) y tal que, 

𝜕𝜑𝑖
𝜕𝑥𝑗

(𝑥, 𝑢) = 0, 𝑝𝑎𝑟𝑎 𝑗 ≥ 𝑖 + 1, 1 ≤ 𝑖, 𝑗 ≤ 𝑛              (2.62) 

el sistema admite un observador de la forma, 

�̇̃�(𝑡) = 𝐴0�̃�(𝑡) + 𝜑(�̃�(𝑡), 𝑢(𝑡)) − [
𝜆 0 0
0 … 0
0 0 𝜆𝑛

]𝐾0(𝐶0�̃�(𝑡) − 𝑦(𝑡))              (2.63) 

con K₀ tal que A₀-K₀C₀ es estable y λ suficientemente grande. 

El diseño anterior se conoce como observador de alta ganancia debido a que subyace 

en la elección del parámetro de sintonizado λ suficientemente grande, de modo que la 



dinámica lineal del error de observación domina sobre la parte no-lineal. La convergencia 

es más rápida para valores más grandes de λ. 

El diseño de alta ganancia se puede extender para sistemas de la siguiente forma, 

�̇�(𝑡) = 𝑓(𝑥(𝑡), 𝑢(𝑡))      (2.65)  

𝑦(𝑡) = 𝐶0𝑥(𝑡) 

donde 

𝜕𝑓𝑖
𝜕𝑥𝑗

(𝑥, 𝑢) = 0, 𝑝𝑎𝑟𝑎 𝑗 ≥ 𝑖 + 1              (2.66) 

𝜕𝑓𝑖
𝜕𝑥𝑗+1

(𝑥, 𝑢) ≥ 𝛼𝑖 > 0, 𝑝𝑎𝑟𝑎 𝑥(𝑡), 𝑢(𝑡)    

 Los observadores de alta ganancia tienen la característica que valores altos de la 

ganancia conducen a menor error en la estimación. Sin embargo, tales valores altos pueden 

generar oscilaciones en la estimación inicial y hacerlo más susceptible a ruido de medición. 

Más aun, no es posible en muchas aplicaciones llevar el modelo lineal a la forma canónica 

necesaria.  

2.5.5. Observador de Modo Deslizante 
Los diseños de observadores de modo deslizante (SMO, por sus siglas en ingles), han 

ganado una popularidad en aplicaciones en la ingeniería de procesos. En los SMO se utiliza 

una acción discontinua para forzar las trayectorias de los estados a converger a la 

denominada superficie deslizante, en la cual se garantiza la convergencia del error de 

estimación a cero. En la literatura se han propuesto SMO de diferentes grados. En los SMO 

de primer orden, la acción discontinua aparece en la primera derivada del tiempo de la 

superficie deslizante. En los SMO de segundo orden, la señal discontinua aparece en la 

segunda derivada de la superficie deslizante. El SMO denominado super-twisting es un 

SMO de segundo orden que ha probado muy buenas propiedades de estimación con 

convergencia en tiempo finito. 

Si se considera ahora un sistema no-lineal dado por la Ec. (2.65), el siguiente sistema 

dinámico, 

�̇�(𝑡) = 𝑓(𝑥(𝑡), 𝑢(𝑡)) − 𝐾𝑠𝑖𝑔𝑛(𝑦(𝑡) − �̂�(𝑡))‖𝑦(𝑡) − �̂�(𝑡)‖
1
𝑝⁄               (2.67) 

�̂�(𝑡) = 𝐶0�̂�(𝑡)  

es un observador de modo deslizante de alto orden. Donde K es la ganancia del observador, 

y p>1 es un número impar.  



Los SMO han demostrado un buen desempeño y rápida convergencia para la 

estimación de estados en muchas aplicaciones. La asignación del vector K, a pesar de que 

existen diversos criterios para establecer cotas, se hace comúnmente por prueba y error.  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



Capítulo 3 

Casos de Estudio 

En este Capítulo se describen las características de los casos de estudio. Se incluye el 

modelado de cada caso de estudio, simulaciones numéricas bajo diferentes escenarios, y 

la linealización en algunos de ellos con las condiciones de simulación. Los casos de 

estudios seleccionados corresponden a: (i) Un modelo de referencia o benchmark para 

estudios de estimación y control de la producción biológica de Hidrogeno. (ii) Un modelo de 

producción de biogás por medio de digestión anaerobia con validación experimental. (iii) Un 

modelo de referencia de crecimiento de microalgas. (iv) Un modelo de producción de 

biodiesel a partir de grasas atrapadas. 

3.1 Producción de hidrógeno por fotofermentación en un CSTR 

 

3.1.1. Descripción del proceso 
La producción de hidrógeno (H2) es atractiva debido a que durante su combustión se 

produce en su mayoría agua y presenta un alto rendimiento energético. Así, el H2 se 

considera uno de los combustibles más prometedores de nueva generación (Demirbas, 

2008). Los estudios de producción de H2 están dirigidos actualmente a reducir costos de 

equipos y operación, y en mejorar la eficiencia de las diversas tecnológicas que existen 

(Bastidas-Oyanedel et al., 2015; Arimi et al., 2015).  

Los procesos biológicos han demostrado potencial para la producción sostenible de 

hidrógeno. El hidrógeno puede ser producido por microorganismos utilizando materias 

primas renovables como los desechos orgánicos. Los procesos de fermentación oscura y 

foto-fermentación son los métodos de producción de bio-H2 más estudiados y factibles 

(Nandi and Sengupta, 1998). En la foto-fermentación organismos heterótrofos en presencia 

de luz (bacterias fotosintéticas) utilizan ácidos orgánicos como sustratos para la producción 

de bio H2. Fermentación oscura: Los organismos heterótrofos en ausencia de luz (bacterias 

fermentativas) utilizan sustratos orgánicos para la producción de bio H2. El sustrato suele 

ser carbohidratos que pueden proporcionar carbono y fuentes de energía para el 

crecimiento de bacterias productoras de H2.  

 



Tanto la fermentación oscura como la foto-fermentación se han llevado a cabo en 

modo de operación por lotes y continua (Kalinci et al., 2009; Bastidas-Oyanedel et al., 2015; 

Arimi et al., 2015). Los principales factores que afectan la producción y calidad del H2 son 

el pH, la temperatura, el tiempo de retención hidráulica, las características del sustrato y las 

condiciones ambientales. Varios estudios han analizado el efecto de tales factores. (Chong 

et al., 2009; Mohammadi et al., 2011; Ghimire et al., 2015; Silva-llanes et al., 2017). Los 

resultados de esos estudios han demostrado que el funcionamiento convencional de los 

reactores biológicos está sujeto a perturbaciones internas y externas significativas. Por lo 

tanto, la producción del bioH2 a través de los procesos de fermentación anteriores requiere 

de un monitoreo adecuado para detectar problemas operacionales, así como para la 

introducción de esquemas de control para mantener la operación del proceso en una 

condición óptima dada (López-Hidalgo et al., 2018; Nath y Das, 2011; Jiménez et al., 2015). 

 

3.1.2. Foto-fermentación para producción de H2 en un CSTR 
La foto-fermentación es la conversión fermentativa del sustrato orgánico a bioH2 a través 

de un grupo diverso de bacterias fotosintéticas mediante una serie de bioquímicos. Las 

bacterias fotosintéticas púrpuras no sulfurosas (PNSB) (por ejemplo, Rhodobacter 

capsulatus, R. sphaeroides-RV, Rhodobacter sulfidophilus) son las principales bacterias 

fotosintéticas, las cuales utilizan ácidos orgánicos como fuente de carbono mientras que la 

luz se suministra como fuente de energía (Hillmer y Gest, 1977; Manish y Banerjee, 2008). 

El proceso de foto-fermentación requiere un control riguroso, incluida la penetración de la 

luz, el pH, la temperatura, la concentración de sustrato y la densidad celular. Además, la 

mezcla adecuada es esencial para exponer las células brevemente a la luz, así como para 

evitar sedimentaciones y gradientes de nutrientes.  

El primer caso de estudio considera un CSTR biológico hecho de un material 

transparente, que contiene la PNSB Rhodobacter capsulatus (X) (Perez et al., 2015). La 

fuente de luz para las bacterias se proporciona a través de lámparas externas que rodean 

el CSTR. Una corriente de entrada con un flujo volumétrico (Q) contiene el sustrato orgánico 

de entrada (Sin). La corriente de salida comprende el sustrato no degradado (S), las 

bacterias no activas o desprendidas (X) y el bioH2 producida. Se considera un volumen de 

mezcla reactante constante, una temperatura de operación también constante, y una 

intensidad de luz constante. 

En la Figura 3.1 se muestra una representación esquemática del proceso. 



 

Figura 3.1. Diagrama del fotofermentador 

 

3.1.3. Modelo Matemático 
El modelo matemático se toma de la literatura y toma en cuenta las siguientes 

consideraciones: 

 La carga orgánica de entrada se considera de un solo tipo, agrupada en el substrato, 

S. 

 Las bacterias se consideran de un solo tipo, Rhodobacter capsulatus, representada 

por X. 

 El bioH2 se produce por la acción combinada de las bacterias y la intensidad de la 

luz.   

 Se modela por una expresión tipo Luedeking-Piret, el cual considera que el producto 

del metabolismo se debe al crecimiento celular, y a la cantidad presente de 

microorganismos.  

 La cinética de crecimiento de microorganismos es del tipo Monod. 

Realizando el balance de materia para el sustrato, 

 

𝑑𝑆

𝑑𝑡
= 𝐷(𝑆𝑖𝑛 − 𝑆) −

1

𝑌𝑥
𝑠

 
𝜇𝑚𝑎𝑥𝑆

𝐾𝑠 + 𝑆
 𝑋              (3.1) 

Representado por la acumulación de este seguido de la entrada menos la salida del 

mismo menos el término de consumo. Donde S (g/L) representa el sustrato, Sin (g/L) 

sustrato de entrada, D (1/h) es la velocidad de dilución, Yx/s (gx/gs) el coeficiente de 

productividad sustrato a biomasa, μmax (1/h) constante de crecimiento máximo, Ks (g/L) 

constante de saturación y X (g/L) los microorganismos. 

Para el segundo balance se tiene, 

𝑑𝑋

𝑑𝑡
= −𝐷𝑋 +  

𝜇𝑚𝑎𝑥𝑆

𝐾𝑠 + 𝑆
 𝑋              (3.2) 



que considera la acumulación de biomasa, la salida de la misma, y su crecimiento por el 

consumo de substrato.  

Finalmente, el balance de masa sobre el bioH2 es, 

𝑑𝐻2
𝑑𝑡

= −𝐷𝐻2 +
1

𝑌𝑥
𝐻

 𝜙(𝐼)
𝜇𝑚𝑎𝑥𝑆

𝐾𝑠 + 𝑆
 𝑋 +  𝛿𝑋              (3.3) 

 

que considera su acumulación, la salida, y los dos términos de producción relacionado con 

la producción influenciada por la intensidad luminosa y el consumo de sustrato, así como 

una cantidad proporcional a la cantidad de biomasa presente en el reactor. En el modelo 

Yx/H2 (gX/ mL∗L) es el coeficiente productividad de hidrógeno por el consumo de biomasa, 

φ(I) es la intensidad luminosa y δ (mL∗L/gX∗h) es la constante de producción de H₂ 

asociada a la concentración de biomasa, X. 

 

3.1.4. Simulaciones Numéricas 
El sistema para resolver consiste en tres ecuaciones diferenciales ordinarias no-lineales. 

Para llevar a cabo las simulaciones numéricas, se programó en Matlab el modelo de la 

sección anterior. La rutina que se utiliza es Runge-Kutta, que permite la solución numérica 

de ecuaciones diferenciales ordinarias no-lineales y permite un error numérico pequeño 

comparado con el método de Euler. 

Para las simulaciones numéricas base se usaron los parámetros reportados en Pérez 

et al., (2015): 

Condiciones Iniciales Parámetros 

X(0) = 0.13 ρm = 0.526 mgN/mgC*d 

S(0) = 4.19 Ks = 10 g/L 

H2(0) = 0 YX/S = 0.7 gX/gS 

 YX/H2 = 1 gX/gH2 

 γ=φ(I)/Yx/H2 = 5 

 Sin = 10 g/L 

 D= 0.035 1/h 

 

La Figura 3.2 presenta los perfiles de los tres estados del modelo y una variación en 

ellos en las condiciones iniciales, esto con el objetivo de comparar las trayectorias en tres 

escenarios diferentes: (i) Simulación con parámetros base (línea roja). (ii) Simulación con 



un incremento de la dilución del 20 % (línea verde). (iii) Simulación con un incremento de la 

carga orgánica del 20 % (línea azul). 

 

Figura 3.2. Simulación dinámica del fotofermentador 

Se puede observar en la figura que la simulación base conduce a una operación en 

estado estacionario de alrededor de 2900 mL de bioH₂ en fase gas. Al incrementar la 

dilución se observa una disminución en la producción de bioH₂ asociado a un menor tiempo 

para su producción a partir de la biomasa. Por otro lado, al incrementar la carga orgánica, 

se observa un incremento en la biomasa y en el bioH₂, debido a la mayor disponibilidad de 

alimento y una mayor concentración de biomasa. 

Con la finalidad de evaluar la presencia de diferentes puntos de operación, se llevaron 

a cabo simulaciones con variación en condiciones iniciales: (i) [S0, X0, P0] = [4.19 0.13 0] 

línea roja. (ii) [S0, X0, P0] = [10 5 1000] línea verde. (iii) [S0, X0, P0] = [2 7 2000] línea azul. 

 

Figura 3.3. Trayectorias de los estados respecto a las variaciones propuestas. 
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Se puede observar que las trayectorias de los estados convergen a un solo punto de 

operación.  

 

3.1.5 Linealización 
Para proceder a realizar un análisis lineal del modelo, primero se calculan los puntos de 

equilibrio con los valores de operación ya establecidos, estos puntos de equilibrio se 

tomarán para hacer el análisis lineal. Las ecuaciones asociadas a los puntos de equilibrio 

son: 

0 = 𝐷(𝑆𝑖𝑛 − 𝑆) −
1

𝑌𝑥
𝑠

𝜇𝑀𝐴𝑋𝑆

𝐾𝑠 + 𝑆
𝑋 

0 = 𝐷(𝑆𝑖𝑛 − 𝑆) −
1

𝑌𝑥
𝑠

𝜇𝑀𝐴𝑋𝑆

𝐾𝑠 + 𝑆
𝑋 

0 = −𝐷𝐻2 +
1

𝑌𝑥
𝐻

𝜑(𝐼)
𝜇𝑀𝐴𝑋𝑆

𝐾𝑠 + 𝑆
𝑋 + 𝛿𝑋 

La solución de este sistema de lleva a cabo por búsqueda de raíces utilizando la 

función fsolve. Los resultados son los que se muestran en la siguiente Tabla.  

Estado PE1 PE2 

S* 10 0.9589 

X* 0 6.3287 

Bio-H2* 0 2924.8 

Interpretación Condición de lavado.  Factible operativamente. Numérico 

 

Tabla 1 Puntos de equilibrio del foto-fermentador. 

Para analizar la estabilidad de los puntos de equilibrio factibles, P1 y P2, se lleva a 

cabo la linealización del modelo no-lineal original y se evalúan los valores propios de cada 

punto de equilibrio. El modelo lineal resultante es el siguiente, 

𝐴 =

[
 
 
 
 
 
 
𝜕𝑓1
𝜕𝑆

𝜕𝑓1
𝜕𝑋

𝜕𝑓1
𝜕𝐻2

𝜕𝑓2
𝜕𝑆

𝜕𝑓2
𝜕𝑋

𝜕𝑓2
𝜕𝐻2

𝜕𝑓3
𝜕𝑆

𝜕𝑓3
𝜕𝑋

𝜕𝑓3
𝜕𝐻2]

 
 
 
 
 
 

=

[
 
 
 
 
 
 

4𝑆𝑋

7(𝑆 + 10)2
−

4𝑋

7(𝑆 + 10)
− 0.035, −

4𝑆

7(𝑆 + 10)
, 0

2𝑋

5(𝑆 + 10)
−

2𝑆𝑋

5(𝑆 + 10)2
2𝑆

5(𝑆 + 10)
− 0.035 0

2𝑋

𝑆 + 10
−

2𝑆𝑋

(𝑆 + 10)2
2𝑆

𝑆 + 10
+ 16 −0.035

]
 
 
 
 
 
 

 

 

Al evaluar los puntos de equilibrio, los valores propios resultantes son los siguientes: 



P.E. λ1 λ2 λ3 Resultado 

1 -0.0350 0.1650 -0.0350 Inestable 

2 -0.0350 -0.0350 -0.3011 Estable 

Tabla 2 Valores propios obtenidos a partir de los puntos de equilibrio 

 

Es decir, el punto de operación 2, que corresponde a las simulaciones numéricas es estable, 

y el punto de operación 1, que corresponde a la condición de lavado, es inestable o bien no 

se converge a este para los parámetros de operación que se usan.   

3.2. Digestión Anaerobia de Lactosueros  

 

3.2.1. Descripción del proceso 
El lactosuero es un residuo generado en la producción de queso, que se caracteriza por su 

alta carga orgánica (Prazeres et al., 2012). Para su tratamiento y valoración se han 

propuesto diferentes tratamientos biológicos y fisicoquímicos para la recuperación de 

compuestos con valor añadido como proteínas y lactosa. Sin embargo, un número 

significativo de pequeñas y medianas industrias no cuentan con los recursos económicos 

necesarios para la implementación de tecnologías para el tratamiento del suero de leche, 

lo que conduce a la eliminación inadecuada de los residuos, causando graves problemas 

de contaminación ambiental (Imeni et al., 2019).  

La digestión anaerobia (AD) se ha propuesto como una alternativa para la 

valorización de este efluente, ya que además de permitir la reducción de la carga orgánica, 

se pueden generar subproductos de valor agregado como los AGVs, que son precursores 

de productos de valor agregado como biogás rico en metano, biohidrógeno y biopolímeros 

(Appels et al. 2008). La AD es un proceso biológico que ha retomado mucha relevancia 

actualmente debido a su capacidad de degradación de altas cargas orgánicas y la 

producción simultánea de un biogás (mezcla de CO2 y CH4) con alto contenido energético 

(Dochain, 2013; Maillereta, et al., 2015). La AD se lleva a cabo a través de cuatro etapas 

principales: hidrólisis, acidogénesis, acetogénesis y metanogénesis a través de un 

consorcio microbiano de varias especies. 

La selección y el diseño de un AD dependen de varios factores, como las cargas 

orgánicas, la cinética biológica y las condiciones ambientales (Jimenez et al., 2015). 

Además, debido a la variación continua de la cantidad y composición de la carga orgánica 



a tratar, la operación de AD no es una tarea simple (Larroche et al., 2016). Además, los 

factores internos y externos, así como las interacciones complejas y sinérgicas entre 

diferentes grupos de microorganismos conducen a cambios en el consorcio microbiano 

(Prazeres et al., 2012).  

La digestión anaeróbica es intrínsecamente un proceso muy inestable y las 

variaciones de las variables de entrada pueden conducir fácilmente a la condición de 

lavado. En este caso la acumulación de AGV en el reactor inhibe el crecimiento de las 

bacterias metanogénicas. Así, es esencial implementar sistemas de monitoreo para 

detectar problemas operacionales y mantener el proceso funcionando en condiciones 

estables, i.e. evitando condiciones de acidificación e inhibición.  

 

3.2.2. Producción de Biogás en un reactor secuencial lote anaerobio 

(AnSBR) 
El proceso bajo estudio se llevó a cabo en forma experimental y los detalles se reportan en 

Arroyo et al. (2020). Para fines de entender el proceso experimental a continuación se 

describe brevemente el mismo. Se utilizó un AnSBR de 5.1 L. El inóculo era un lodo 

anaerobio cosechado de un AD a escala de laboratorio operado durante 365 días. El AD a 

escala de laboratorio se alimentó con lactosuero crudo (OLD = 3,6 gCOD L-1 d-1) y funcionó 

a 33 °C, con un pH = 8 y HRT = 30 d. El AnSBR se operó en condiciones mesófilas a 35°C 

y 40°C, y dos valores de pH, 5.5 y 7.5. El pH, la temperatura, la presión y el flujo de biogás 

se monitorearon en línea. Los AGV y la DQO se monitorearon fuera de línea utilizando 

técnicas analíticas estandarizadas. La producción de biogás se midió diariamente utilizando 

la metodología volumétrica. La composición del biogás se midió mediante cromatografía de 

gases. Las mediciones de pH se muestreó 1 dato por segundo durante 5 días (432.000 

puntos) con una precisión de ±0,02 utilizando un sistema National Instrumen cRIO-9074 

con un transmisor de pH/ORP Mettler-Toledo M300. 



 

Figura 3.4. Esquema experimental del digestor anaerobio: (1) salida de biogás; (2) alimentación; (3) 

sensor de ph; (4) alimentación de solución de NaOH; (5) Sistema térmico y (6) bomba de recirculación 

(tomada de Arroyo et al, 2020). 

 

3.2.2. Modelo matemático 
Se considera el modelo dinámico no estructurado que describe el comportamiento de la AD 

del lactosuero propuesto por Arrollo et al. (2020). Los parámetros del modelo se estimaron 

utilizando el método de Levenberg-Marquardt basado en conjuntos de datos experimentales 

de la configuración experimental descrita anteriormente. Los efectos de las variaciones de 

pH y temperatura también se consideran en el modelo propuesto. Por lo tanto, este modelo 

validado experimentalmente se ha utilizado como modelo base para el análisis de 

observabilidad y los diseños de observadores que se aplican en este proyecto de 

investigación doctoral.  

Las consideraciones principales del modelo son las siguientes:  

(i) Cuatro etapas consecutivas, hidrólisis, acidogénesis, acetogénesis y 

metanogénesis.  

(ii) Condiciones homogéneas.  

(iii) La carga orgánica se agrupa en dos sustratos, S1 (g/L) y S2 (g/L). S1 agrupa 

los compuestos de cadena larga (carbohidratos, proteínas y lípidos). S2 

representa compuestos orgánicos simples (carbohidratos y aminoácidos).  

(iv) La biomasa se agrupa en tres especies, la biomasa hidrolítica Xh (g/L), las 

bacterias acidogénicas XA (g/L) y la biomasa metanogénica, Xm (g/L).  

(v) Las bacterias acidogénicas XA consume el S2 para producir los AGVs (A).  

(vi) La biomasa metanogénica Xm produce el biogás (B).  



(vii) Se utiliza una cinética de primer orden para la fase de hidrólisis.  

(viii) La cinética de la etapa de acidogénesis se describe con una cinética de 

Monod.  

(ix) El crecimiento metanogénico se describe con la cinética de Haldane, que 

considera la inhibición por AGV.  

Los balances de masa sobre la biomasa hidrolítica Xh (g/L) y el substrato S1 (g/L) son: 

𝑑𝑋ℎ
𝑑𝑡

=  𝜇ℎ𝑋ℎ − 𝐾𝑑ℎ𝑋ℎ              (3.4) 

𝑑𝑆1
𝑑𝑡
=  −

𝜇ℎ𝑋ℎ
𝑌𝑋ℎ 𝑆1⁄

              (3.5) 

Donde YXh/S1 es el coeficiente de producción de la biomasa hidrolítica (gXh/gS1). Kdh 

es la constante de muerte de la bacteria hidrolítica. El modelo cinético para predecir la fase 

de hidrolisis es descrito con una cinética de primer orden, donde la tasa de crecimiento de 

la biomasa hidrolítica es dada por: 

𝜇ℎ = 𝐾ℎ𝑆1              (3.6) 

donde Kh es la constante hidrolítica (h-1). 

Los balances de masa sobre las bacterias acidogénicas XA (g/L) y el substrato S2  

(g/L) son: 

𝑑𝑋𝐴
𝑑𝑡

=  𝐼𝜇𝑎𝑋𝐴 − 𝐾𝑑𝑎𝑋𝐴              (3.7) 

𝑑𝑆2
𝑑𝑡
=  𝜇ℎ𝑋ℎ𝑌𝑆2 𝑋ℎ⁄  − 𝐼

𝜇𝑎𝑋𝐴
𝑌𝑋𝐴 𝑆2⁄

              (3.8) 

Donde YS2/Xh y YXA/S2 son los coeficientes de producción (gS2/gXh) y degradación 

(gXA/gS2) de S2, respectivamente. La acidogénesis es descrita por una cinética de tipo 

Monod como: 

𝜇𝑎 = 
𝜇𝑚𝑎𝑥𝑎𝑆2
𝐾𝑆2 + 𝑆2

              (3.9) 

donde KS2 es la constante de saturación para la bacteria acidogénica (g/L) y µmaxa es la 

velocidad de crecimiento máximo (h-1).  

Finalmente, los balances de masa sobre la biomasa metanogenica Xm (g/L), los AGVs 

(g/L) y el metano CH4 (g/L) son: 

𝑑𝑋𝑚
𝑑𝑡

=  𝐼𝜇𝑚𝑋𝑚 −𝐾𝑑𝑚𝑋𝑚              (3.10) 

𝑑𝐴

𝑑𝑡
=  𝐼𝜇𝑎𝑋𝑎𝑌𝐴 𝑋𝑎⁄  − 𝐼

𝜇𝑚𝑋𝑚
𝑌𝑋𝑚 𝐴⁄

              (3.11) 



𝑑𝐶𝐻4
𝑑𝑡

=  𝐼𝜇𝑚𝑋𝑚𝑌𝐶𝐻4 𝑋𝑚⁄               (3.12) 

Donde YA/Xa, YXm/A y YCH4/Xm son los coeficientes de producción (gA/gXA) y degradación 

(gXm/gA) de AGV’s y el coeficiente de producción de metano (gCH4/gXm), respectivamente. 

La metanogénesis es la fase más sensitiva del proceso; por esta causa se considera una 

inhibición de AGV’s, la cual es descrita por una cinética de tipo Haldane: 

𝜇𝑚 = 
𝜇𝑚𝑎𝑥𝑚𝐴

𝐾𝐴 + 𝐴 + 𝐴
2 𝐾𝐼⁄

              (3.13) 

Donde µmaxm es la tasa máxima de crecimiento metanogenico y KI es la constante de 

inhibición (g/L). 

El efecto del pH y la temperatura está contenido en las siguientes expresiones: 

𝑎 = −0.875(𝑝𝐻𝑖 − 5.5) − 0.0075 

𝑇𝑐𝑎𝑚𝑏 = 30.5(𝑝𝐻𝑖 − 5.5) + 35 

𝐵 = −0.047(𝑇𝑝 − 35) − 0.365 

𝐶 = 0.134(𝑇𝑝 − 35) + 0.93 

𝑝𝐻𝑓 = 𝑝𝐻𝑖 + 𝐵(𝑝𝐻𝑖 − 5.5) + 𝐶 

𝑝𝐻𝑐 = 𝑝𝐻𝑖 + (𝑝𝐻𝑓 − 𝑝𝐻𝑖)(1 − 𝑒
𝑎(𝑇−𝑇𝑐𝑎𝑚𝑏)) 

𝐼 = 𝑒
−3(

𝑝𝐻−𝑝𝐻𝑚𝑎𝑥
𝑝𝐻𝑚𝑎𝑥−𝑝𝐻𝑚𝑖𝑛

)
2

              (3.14) 

Las ecuaciones anteriores son relaciones empíricas que necesitan la estimación de 

parámetros por cada función. Arroyo et al. (2020), se describe con detalle de la estimación 

de parámetros con base a los datos experimentales.  

3.2.3. Simulación Numérica 
Para las simulaciones numéricas se consideran los datos de la siguiente Tabla (Arroyo et 

al. 2020).  

Parámetro pH=7.5;T=40°C Parámetro pH=7.5;T=40°C Parámetro pH=7.5;T=40°C 

𝐾𝑑ℎ 0.00308 𝐾𝑑𝑎 0.0966 𝑌𝑆2 𝑋ℎ⁄  23.4012 

𝐾𝑆2 16.2475 𝐾𝑑𝑚 0.0001 𝑌𝑋𝑎 𝑆2⁄  1/1.4623 

𝐾𝐼 122.696 𝜇𝑚𝑎𝑥𝑎 0.3015 𝑌𝐴 𝑋𝑎⁄  17.3287 

𝐾ℎ 0.00132 𝜇𝑚𝑎𝑥𝑚 0.1259 𝑌𝑋𝑚 𝐴⁄  1/147.264 

𝐾𝐴 14.0611 𝑌𝑋ℎ 𝑆1⁄  1/19.99 𝑌𝐶𝐻4 𝑋𝑚⁄  1151.46 

 

Las condiciones iniciales son Xh(0)=0.9969, S1(0)=20.3342, XA(0)=1.047, 

S2(0)=36.1908, Xm(0)=0.3287, A(0)=94.543 y CH4(0)=0. La simulación se lleva a cabo en el 

tiempo del proceso que son 120 horas.  



 

Figura 3.5.  Perfiles dinámicos de S1, S2, A y CH4. 

 

Figura 3.6.  Perfiles dinámicos de biomasas Xh, XA, y Xm. 

Debido a que la operación del proceso es lote no se obtiene un punto de operación 

estacionario. Al final del tiempo de operación se establecen los siguientes valores de los 

estados del modelo: Xh=1.4, S1=0.2, Xa=2.2, S2=7.1, Xm=1.2, AGVs=585.2, CH4=3.44. 

 

 



3.3. Cultivo de microalgas 
 

3.3.1. Descripción del proceso 
El interés en la producción de microalgas se deriva de su capacidad para acumular altas 

proporciones de carbohidratos y lípidos neutros, que pueden ser utilizados como materia 

prima para producción de biocombustibles y otros productos de alto valor agregado (Li et 

al., 2008). Además, las microalgas se consideran como una forma biológica de captura de 

CO2 debido a que este se puede tomar de fuentes de emisiones industriales para su uso 

en la fotosíntesis de las microalgas.  

Las microalgas son microorganismos sensibles a la luz que para su crecimiento 

dependen de las condiciones ambientales, disponibilidad de la luz y nutrientes (Eriksen N. 

2008). El cultivo y producción de microalgas se lleva a cabo en sistemas abiertos, tales 

como estanques y canales, y sistemas cerrados, tales como los foto-fermentadores. Desde 

un punto de vista de operación, y a una velocidad mayor de crecimiento y con una calidad 

constante, la operación en foto-fermentadores es la mejor opción (Salama et al., 2017).  

Los foto-fermentadores pueden ser tanques agitados, recipientes tubulares, por 

elevación de gas, y de placa plana. Desde el punto de vista de operación se pueden llevar 

a cabo en forma lote, semi-lote y continua. El desempeño de los foto-fermentadores para la 

fijación de CO₂, la producción de biomasa, lípidos y carbohidratos depende de los 

parámetros y las condiciones del proceso (Havlik et al., 2015). Más aun, debido a la 

variabilidad de la disponibilidad de luz y nutrientes, así como la foto-aclimatación e inhibición 

celular de las microalgas, se requiere un monitoreo preciso de la operación de los foto-

fermentadores.  

3.2.2. Producción continua de microalgas en un quimiostato 
Se considera un quimiostato biológico (reactor tipo tanque agitado de aplicaciones de 

laboratorio) de volumen V, hecho de un material transparente. La fuente de luz para el 

crecimiento de las microalgas se proporciona a través de lámparas externas que rodean el 

quimiostato. La corriente de entrada con un flujo volumétrico (F) contiene el sustrato 

orgánico de entrada (Sin). El flujo de salida consiste en el sustrato no consumido (S) y la 

biomasa de microalgas que se produce (X). 

3.5.2. Modelo Matemático 
Varios modelos dinámicos describen el crecimiento de microalgas como una función de las 

variables de su medioambiente, como los nutrientes y la intensidad de luz (Bernard et al., 



2011). En su trabajo Droop (1968) propone un modelo para el crecimiento de microalgas, 

que describe la capacidad de estás de almacenar nutrientes y desacoplamiento entre la 

tasa de sustrato y crecimiento de biomasa. El almacenamiento de nutriente se representa 

por una variable intracelular llamada “Quota Q” la cual es definida como la concentración 

de nutriente interno por la concentración de biomasa. Aun cuando el modelo original fue 

desarrollado considerando una limitación en vitamina B12, este ha demostrado una gran 

aplicabilidad para otros sustratos limitantes, como nitratos, fosfatos o silicatos. La reducción 

de nitrato es de particular interés en aplicaciones que se relacionan a la producción de 

biodiesel. 

Se considera un modelo simple no estructurado y no segregado de tres especies 

principales para la producción continua de microalgas en el quimiostato (Bernard, 2011). 

Las consideraciones del modelo son las siguientes (Droop, 1983; Darvehei, Bahri & 

Moheimani, 2018):  

(i) Condiciones homogéneas.  

(ii) Volumen, intensidad de luz externa y temperatura constantes.  

(iii) La carga orgánica se agrupa en un solo tipo de sustrato, S.  

(iv) La biomasa de microalgas se agrupa en un solo estado, X.  

(v) La cinética del crecimiento de las microalgas se describe con el modelo 

Droop, que considera un conjunto interno de sustrato (nutrientes) dentro de 

las células, denotado como la cuota interna Q.  

El modelo matemático está dado por:     

�̇� = 𝜇(𝑄)𝑋 − 𝐷𝑋              (3.15) 

�̇� = −𝜌(𝑆)𝑋 − 𝐷𝑆 + 𝐷𝑆𝑖𝑛              (3.16) 

�̇� = 𝜌(𝑆) − 𝜇(𝑄)𝑄              (3.17) 

donde S (mgN/L), X (mgC/L) y Q (gN/gC) representan las concentraciones de sustrato, 

biomasa de microalgas y cuota interna, respectivamente. El sustrato de entrada es Sin 

(mgN/L). La tasa de dilución es D(t)=F(t)/V (d-1).  

La tasa de absorción de nutrientes en la biomasa ρ(S) se modela con una función tipo 

Monod: 

𝜌(𝑆) = 𝜌𝑚
𝑆

𝑆 + 𝐾𝑠
              (3.18) 

Donde Ks (mgN/L) es la constante de saturación media para el sustrato, y ρm (mgN/mgC*d) 

es la velocidad de absorción máxima de nitrógeno inorgánico. 



Droop propone que la tasa de crecimiento del alga depende de la cuota intracelular 

de la siguiente manera: 

𝜇(𝑄) = 𝜇𝑚 (1 −
𝑄0
𝑄
)              (3.19) 

Donde μm (d-1) es la tasa de crecimiento máximo y Q0 (mgN/mgC) es la cuota celular mínima 

bajo la cual el alga no tiene más crecimiento. 

 

3.5.3. Simulación Numérica 
La operación nominal se simula con los valores de parámetro reportados en la siguiente 

Tabla (Benavides et al, 2015). 

Condiciones Iniciales Parámetros 

X(0) = 50 mgC/L ρm = 0.526 mgN/mgC*d 

S(0) = 50 mgN/L Ks = 10 mgN/L 

Q(0) = 0.1 gN/gC µm = 7.71 1/d 

 Q0 = 0.06 mgN/mgC 

 Sin = 40 mg/L 

 D= 0.5 1/d 

 

Con los valores de parámetro anteriores se obtiene un único estado estacionario dado por 

[X, S, Q]*=[759 0 0.06].   

 

Figura 3.7.  Simulación dinámica modelo de Droop. 

3.5.4 Linealización 
Debido a que el modelo tiene una complejidad manejable, se realiza el cálculo de los puntos 

de equilibrio y la linealización del modelo en los mismos. Los resultados son los siguientes  



[𝑥1, 𝑥2, 𝑥3]𝑡=3 = [759, 0, 0.06] 

Con estos se hace el cálculo de los valores propios del sistema para determinar si estos 

puntos corresponden a un punto estable. 

P.E. λ1 λ2 λ3 Resultado 

 -0.5 -7.7 -40.4 Estable 

 

Tabla 4 Puntos de equilibrio del sistema. 

 

3.4. Producción de Biodiesel 

 

3.4.1. Descripción del proceso 
El bioetanol y el biodiesel son los biocombustibles que han generado mayor interés como 

substitutos potenciales de los combustibles derivados del petróleo. El biodiesel se define 

como una mezcla de mono-alquil ésteres de cadena larga que se puede producir a partir 

de aceites vegetales, grasas animales o aceites de rehúso constituidos fundamentalmente 

por trigliceridos. 

Algunas ventajas del biodiesel son: (i) Los compuestos a partir de los cuales se 

obtienen no contienen cantidades altas de compuestos azufrados, con lo que este tipo de 

emisiones se reduce. (ii) La combustión del biodiesel es más eficiente que la combustión 

del diésel convencional, reduciendo la emisión de monóxido de carbono y de hidrocarburos. 

(iii) Es menos volátil que el diésel convencional, lo que hace más seguro su transporte y 

almacenamiento. 

Una desventaja importante es que su precio es más del doble que el precio del diésel 

convencional. El costo de biodiesel se puede disminuir con el uso de materia prima con alto 

contenido de grasa que se considera de poco valor, tales como aceites de semillas de 

plantas silvestres y grasas atrapadas.  

Existen cuatro rutas básicas para la producción de biodiesel a partir de aceites y 

grasas: (i) transesterificación catalizada por base, (ii) esterificación directa catalizada por 

ácido, (iii) conversión del aceite en sus ácidos grasos y luego en biodiesel, y (iv) 

transesterificación no catalítica de aceites y grasas. 

La transesterificación es la reacción de un aceite o grasa con un alcohol en 

presencia de un catalizador para generar ésteres y glicerol. El método de síntesis más 

común de biodiesel consiste en usar metanol, en la presencia de un catalizador de metóxido 



de sodio, para romper químicamente la molécula de triglicéridos en esteres de metil y 

glicerol, el sub-producto de esta reacción.  

El biodiésel se produce comúnmente en reactores continuos de tanque agitado. 

Como en la mayoría de los procesos biológicos, su operación no es sencilla al estar 

afectada por la variación continua de la cantidad y composición de la materia prima, la 

cinética de la reacción y las condiciones ambientales. Así, su monitoreo para fines de 

diagnóstico del desempeño del proceso y diseños de control es fundamental. 

 

3.4.2. Producción de Biodiesel en un CSTR con grasas atrapadas 
Aguilar-Garnica et al. (2014) presentaron un modelo de biodiesel a partir de grasas 

atrapadas en alcantarillas de cocina. Para fines de claridad en la descripción del caso de 

estudio se describen brevemente los detalles experimentales.  

Los residuos de trampa de grasa recuperados para el estudio contenían sólidos en 

suspensión, humedad, triglicéridos y ácidos grasos libres (FFA). Los residuos secos 

contenían alrededor de 84 % de FFA. Se preparó una mezcla 4:1 (m/m) de desechos de la 

trampa de grasa seca con aceite de canola comercial. El metanol (M) fue de grado reactivo 

industrial con un contenido de humedad del 0,3%, y ácido sulfúrico de grado reactivo 

industrial.  

La reacción de esterificación, FFA + M ↔ E + W, donde E denota el éster orgánico 

y W es agua, se llevó a cabo en un reactor agitado de vidrio de 1 L. La temperatura del 

reactor se monitoreo con un multisensor Xplorer GLX PS-2002. El reactor se sumergió en 

un baño de agua con temperatura monitoreada (sensor tipo J) y controlada con un control 

PID. Los residuos de la trampa de grasa se suministraron a la parte superior del reactor a 

una concentración CAi, una temperatura TAG y un flujo volumétrico FAG junto con una mezcla 

de metanol/H2SO4 a un flujo volumétrico FMix y una temperatura TMix. La relación molare 

entre el metanol y el contenido de FFA es de aproximadamente 20: 1. La Figura 3.8 muestra 

el esquema del reactor. 



 

Figura 3.8. Diagrama de esterificación de grasas de deshecho en un CSTR (tomada de Aguilar-Garnica 

et al, 2014). 

 

3.4.2. Modelo Matemático 
Aguilar-Garnica (2016) presenta el modelo del proceso y su validación con los datos 

generados por el experimento arriba descrito. Las consideraciones principales para derivar 

el modelo son las siguientes: 

(i) Condiciones homogéneas.  

(ii) Volumen constante.  

(iii) Un exceso de metanol sobre el contenido de FFA.   

(iv) Se supone que la reacción de esterificación es de primer orden para la formación 

de productos y de segundo orden en la dirección inversa.  

El modelo resultante es el siguiente: 

𝑑𝐶A
𝑑𝑡

=
𝐹𝐹𝐹𝐴𝐶𝐴𝑖
𝑉

−
𝐹𝐶𝐴
𝑉
− 𝑘1𝐶𝑀(0)(𝐶𝐴 −

𝐶𝐸𝐶W
𝐾eq𝐶M(0)

)                                                   (3.20) 

𝑑𝐶E
𝑑𝑡

= −
𝐹𝐶𝐸
𝑉
+ 𝑘1𝐶𝑀(0)(𝐶𝐴 −

𝐶𝐸𝐶W
𝐾eq𝐶M(0)

)                                                                   (3.21) 

𝑑𝐶W
𝑑𝑡

= −
𝐹𝐶𝑊
𝑉
+ 𝑘1𝐶𝑀(0)(𝐶𝐴 −

𝐶𝐸𝐶W
𝐾eq𝐶M(0)

)                                                              (3.22) 

𝑑T

𝑑𝑡
=
𝐹𝐹𝐹𝐴𝜌𝐹𝐹𝐴𝛾𝐹𝐹𝐴

𝜌𝑉𝛾𝑃
(𝑇𝐴𝐺 − 𝑇) +

𝐹𝑀𝑖𝑥𝜌𝑀𝑖𝑥𝛾𝑀𝑖𝑥
𝜌𝑉𝛾𝑃

(𝑇𝑀𝑖𝑥 − 𝑇) +
𝑈

𝜌𝑉𝛾𝑃
(𝑇𝑗 − 𝑇)

−
∆𝐻

𝜌𝛾𝑃
𝑘1𝐶𝑀(0) (𝐶𝐴 −

𝐶𝐸𝐶W
𝐾eq𝐶M(0)

)                                                   (3.23) 



En este modelo t es el tiempo del proceso. TAG y Tmix denotan la temperatura para las 

grasas residuales y la mezcla metanol/H2SO4. V es el volumen efectivo del medio de 

reacción, ρFFA, ρMix, ρ, γFFA, γMix, γF representan las densidades y capacidades caloríficas de 

los residuos de grasas, la mezcla metanol/H2SO4 y los productos de reacción 

respectivamente. U es el coeficiente de transferencia de calor, ∆H es la entalpia de reacción 

y CAi es la concentración de entrada de FFAs (ácidos grasos libres). 

Los estados del modelo CA, CE, y Cw representan la concentración de FFA, esteres 

orgánicos (i.e. biodiesel) y agua, respectivamente. T representa la temperatura del medio 

de reacción. CM(0) es la concentración inicial de metanol el cual es considerado a ser 

constante ya que es un agente en exceso. 

El flujo de salida F se selecciona como la suma de los flujos de entrada para evitar la 

acumulación de masa dentro del reactor: 𝐹 = (𝜌𝐹𝐹𝐴𝐹𝐹𝐹𝐴 + 𝜌𝑀𝑖𝑥𝐹𝑀𝑖𝑥)/𝜌. Finalmente, k1 es la 

velocidad de reacción especifica descrita por la ecuación de Arrhenius,  

𝑘1 = 𝑘0𝑒𝑥𝑝 (
−𝐸𝑎
𝑅𝑖𝑔𝑇

)                                                                             (3.24) 

donde k0 es el factor pre-exponencial, Rig es la constante de gas ideal, Ea es la energía de 

activación.  

La constante de equilibrio Keq se representa por la ecuación de Van’t Hoff: 

𝑘𝑒𝑞 = 𝑘𝑒𝑞1𝑒𝑥𝑝 (
−∆𝐻

𝑅𝑖𝑔
[
1

𝑇
−
1

𝑇1
])                                                        (3.25) 

donde Keq1 es la constante de equilibrio a la temperatura T1.  

 

3.4.3. Simulación Numérica 
En el caso del proceso de producción de biodiesel los valores de los parámetros y las 

constantes fueron tomados del trabajo de Aguilar-Garnica (2016), los valores son: 

 

Parámetro  Parámetro  𝐸𝑎 7.174 

𝐹𝐹𝐹𝐴 0.0029 𝜌𝑀𝑖𝑥 0.720 𝑈 392.7 

𝐹𝑀𝑖𝑥 0.0075 𝜌 0.817 𝐾0 0.484 

𝑇𝐴𝐺 334 𝛾𝐹𝐹𝐴 2170 ∆𝐻 30.986 

𝑇𝑀𝑖𝑥 334 𝛾𝑀𝑖𝑥 2700 𝐾𝑒𝑞1 0.465 

𝜌𝐹𝐹𝐴 0.873 𝛾𝑃 2530 𝑇1 313 

 

Las condiciones iniciales son: CA(0)=0.0155, T(0)=314, CE(0)=0.121, CW(0)=0.577 y 

CM(0)=14.62. 



Además, en las simulaciones se muestran cambios en Tj y CAi:  

 0 ≤ t < 60, Tj=313, CAi =2.7.  

 60 ≤ t < 120, Tj=333, CAi=2.7.  

 120 ≤ t < 180, Tj=313, CAi=2.7. 

 t ≥ 180, Tj=313, CAi=0.675. 

Las simulaciones numéricas se presentan en la siguiente figura: 

 

Figura 3.9. Perfiles dinámicos de los estados del modelo de Biodiesel.  

 

Los resultados que se muestran son a un tiempo de 250 minutos, el cual se tomara 

para analizar puntos de equilibrio en el tiempo de operación. 

 

3.4.4 Linealización 
Aunque el modelo tiene cierta complejidad, se realiza el cálculo de los puntos de 

equilibrio, Los resultados son: 

[𝑥1, 𝑥2, 𝑥3, 𝑥4]𝑡=250 = [0.0254, 0.3903, 0.424, 314.02] 

Con estos se hace el cálculo de los valores propios del sistema para determinar si 

estos puntos corresponden a un punto estable, de los resultados en la tabla siguiente se 

puede ver que nos dicen que es un punto estable. 

P.E. λ1 λ2 λ3 λ4 Resultado 

 -0.55 -0.19 -0.01 -0.01 Estable 

 

Tabla 9 Puntos de equilibrio del sistema. 



Capítulo 4 

Análisis de Observabilidad 

En este Capítulo se presenta el estudio de observabilidad de los casos de estudio. El 

estudio incluye el análisis de la propiedad de observabilidad usando el método convencional 

de rango de Kalman con la matriz de observabilidad con linealización estándar y el criterio 

PBH, y los métodos no convencionales usando diagramas de inferencia, la condición de 

rango con la matriz de observabilidad con derivadas de Lie, el gramiano empírico, y el 

método estructural. Además, se analiza el grado de observabilidad en diferentes regiones 

de operación.  

4.1. Metodología de Análisis de Observabilidad Propuesta  
Con base al marco teórico que se presenta en el capítulo anterior, a la revisión del estado 

del arte, y las mediciones disponibles que sean económicas, fáciles y rápidas, se establece 

la siguiente metodología para el estudio de la observabilidad para cada caso de estudio: 

1. Identificación de la o las variables medibles para cada caso de estudio para fines de 

estimación de las variables no medibles.  

2. Estudio de observabilidad preliminar convencional. 

3. Estudio de observabilidad no convencional.  

4. Estudio del grado de observabilidad.   

Con base a los resultados que se obtengan se va a identificar para cada caso de estudio si 

es posible o no estimar los estados no medibles a partir de la medición disponible e 

identificar regiones de operación con degradación en la estimación de estados.  

4.2. Observabilidad de la producción de hidrógeno por foto-

fermentación en un CSTR  

4.2.1. Mediciones disponibles  
En la producción de H2 por foto-fermentación que se describe en el capítulo anterior, se 

considera un modelo de tres estados: el substrato, la biomasa, y el volumen de gas H2 que 

se produce. Diversos trabajos han considerado la medición del substrato o la biomasa para 

fines de estimación en esta clase de procesos. Sin embargo, para su medición se requiere 

tiempos de medición importantes usando métodos estándar o bien requieren dispositivos 

de medición costosos. 



En efecto, en este tipo de procesos el monitoreo de las variables involucradas tiene 

diferentes grados de complejidad y algunas de ellas se tiene que hacer una medición de 

fuera de línea por diferentes métodos. Por ejemplo, en un proceso de producción de 

biohidrógeno a través de fermentación obscura, Torres et al (2018) consideran el monitoreo 

fuera de línea para las variables de concentraciones de glucosa (sustrato) a la entrada y 

salida del reactor determinada por los métodos propuestos por Dubois et al. (1956). Los 

sólidos suspendidos volátiles de acuerdo con métodos estándar (ALPHA et al., 2012). La 

composición del biogás es por métodos cromatográficos (SRI modelo 8610C). La 

concentración de etanol y ácidos grasos volátiles (acetato, propianato y butirato) se hacen 

por métodos cromatográficos. El monitoreo de la biomasa no se hace por cuestiones 

prácticas.  

Torres et al. (2018) consideran como el sistema de adquisición de datos en línea el 

flujo de biogás producido. Esto se hace con contador de flujo de gas (Ritter. Inc) conectado 

a un dispositivo de adquisición de datos. El porcentaje de biohidrógeno en la corriente de 

gas se determina también en línea usando un analizador OPTIMA (modelo 7000, H2 scan). 

Así por cuestiones prácticas se considera que el biohidrógeno está disponible para su uso 

en los análisis de observabilidad que se presentan para este caso de estudio. Además, para 

fines de un análisis más completo se calcula el análisis básico de observabilidad 

considerando la medición de substrato. 

  

4.2.2. Análisis de Observabilidad Convencional: Prueba de Kalman y 

Criterio de PBH 
El análisis se realiza considerando la matriz A del sistema linealizado que se presenta en 

el capítulo anterior, y dos casos de la medición disponible:  

(i) La medición de substrato, de forma que la ecuación de mediciones es, 

𝑦 = 𝑆 = 𝐶𝑥 = [1 0 0]𝑥  

(ii) La medición de H2, de forma que la ecuación de mediciones es, 

𝑦 = 𝐻2 = 𝐶𝑥 = [0 0 1]𝑥  

Donde x es el vector de estados 𝑥 = [𝑥1 𝑥2 𝑥3] = [𝑆 𝑋 𝐻2]. 

La observabilidad se evalúa a lo largo de la trayectoria en todo el tiempo de simulación 

con la finalidad de evaluar posibles regiones de perdida de observabilidad.  Las Figuras 4.1 

y 4.2 muestran los resultados del rango de la matriz de observabilidad con base a la 

medición de substrato y H2, respectivamente.  



 

Figura 4.1. Análisis de observabilidad (prueba de Kalman) de la foto-fermentación de H2 con la 

medición de sustrato. 

Los resultados numéricos con la medición del hidrogeno producido son los siguientes: 

𝑑𝑥1
𝑑𝑡
= 𝑢(𝑝6 − 𝑥1) −

1

𝑝1

𝑝2𝑥1
𝑝3 + 𝑥1

𝑥2 

𝑑𝑥2
𝑑𝑡

= −𝑢𝑥2 +
𝑝2𝑥1
𝑝3 + 𝑥1

𝑥2 

𝑑𝑥3
𝑑𝑡

= −𝑢𝑥3 + 𝑝4
𝑝2𝑥1
𝑝3 + 𝑥1

𝑥2 + 𝑝5𝑥2 

Donde u es la dilución, y 𝑝1 = 𝑌𝑥/𝑠, 𝑝1 = 𝜇𝑚, 𝑝3 = 𝑘𝑠, 𝑝4 = 𝜑/𝑌𝑥/𝐻 , 𝑝5 = 𝛿, 𝑝6 = 𝑥1𝑖𝑛 

son parámetros cinéticos y la carga orgánica de entrada. Por cuestiones practicas en la 

muestra de los resultados numéricos se hace el cambio de variable x1=S, x2=X, x3=H2. 

 La variable medida es el hidrogeno, es decir,  

𝑦 = 𝑥3 = 𝐶𝑥 = [0 0 1]𝑥 

Las derivadas respecto a los estados (Jacobiano A) considerando un valor base de u como, 

u=0.035.  

𝐴𝑖𝑗 =

[
 
 
 
 
 
 
𝜕𝑓1
𝜕𝑥1

𝜕𝑓1
𝜕𝑥2

𝜕𝑓1
𝜕𝑥3

𝜕𝑓2
𝜕𝑥1

𝜕𝑓2
𝜕𝑥2

𝜕𝑓2
𝜕𝑥3

𝜕𝑓3
𝜕𝑥1

𝜕𝑓3
𝜕𝑥2

𝜕𝑓3
𝜕𝑥3]
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Matriz de Observabilidad de Kalman 

𝑂 = [
𝐶
𝐶𝐴
𝐶𝐴2

] 

 

𝑂 = [

0 0 1
𝑝2𝑝4𝑥2
(𝑝3 + 𝑥1)

−
𝑝2𝑝4𝑥1𝑥2
(𝑝3 + 𝑥1)

2
𝑝5 +

𝑝2𝑝4𝑥1
(𝑝3 + 𝑥1)

𝑢

𝐽31 𝐽32 𝑢2

] 

 

𝐽31 = (𝑝5 +
𝑝2𝑝4𝑥1
(𝑝3 + 𝑥1)

) (
𝑝2𝑥2

(𝑝3 + 𝑥1)
−

𝑝2𝑥1𝑥2
(𝑝3 + 𝑥1)

2
) − 𝑢 (

𝑝2𝑝4𝑥2
(𝑝3 + 𝑥1)

−
𝑝2𝑝4𝑥1𝑥2
(𝑝3 + 𝑥1)

2
)

− (
𝑝2𝑝4𝑥2
(𝑝3 + 𝑥1)

−
𝑝2𝑝4𝑥1𝑥2
(𝑝3 + 𝑥1)

2
) (𝑢 +

𝑝2𝑥2
𝑝1(𝑝3 + 𝑥1)

−
𝑝2𝑥1𝑥2

𝑝1(𝑝3 + 𝑥1)
2
) 

 

𝐽32 = (
𝑝2𝑥1

𝑝1(𝑝3 + 𝑥1)
) (

𝑝2𝑝4𝑥2
(𝑝3 + 𝑥1)

−
𝑝2𝑝4𝑥1𝑥2
(𝑝3 + 𝑥1)

2
) − (𝑝5 +

𝑝2𝑝4𝑥1
(𝑝3 + 𝑥1)

) (𝑢 −
𝑝2𝑥1

(𝑝3 + 𝑥1)
)

− 𝑢 (𝑝5 +
𝑝2𝑝4𝑥1
(𝑝3 + 𝑥1)

) 

De la matriz de observabilidad resultante, el determinante se puede calcular en forma 

simple por medio de co-factores eligiendo la fila 1 como referencia. Entonces,  

 

|𝑂| = +1 ∗ [
𝐽21 𝐽22
𝐽31 𝐽32

] = 𝐽21𝐽32 − 𝐽22𝐽31 

Lo que resulta en la siguiente expresión, 



|𝑂| = (
𝑝2𝑝4𝑥2
(𝑝3 + 𝑥1)

−
𝑝2𝑝4𝑥1𝑥2
(𝑝3 + 𝑥1)

2
)((

𝑝2𝑥1
𝑝1(𝑝3 + 𝑥1)

) (
𝑝2𝑝4𝑥2
(𝑝3 + 𝑥1)

−
𝑝2𝑝4𝑥1𝑥2
(𝑝3 + 𝑥1)

2
)

− (𝑝5 +
𝑝2𝑝4𝑥1
(𝑝3 + 𝑥1)

) (𝑢 −
𝑝2𝑥1

(𝑝3 + 𝑥1)
) − 𝑢 (𝑝5 +

𝑝2𝑝4𝑥1
(𝑝3 + 𝑥1)

))

− (𝑝5 +
𝑝2𝑝4𝑥1
(𝑝3 + 𝑥1)

)((𝑝5 +
𝑝2𝑝4𝑥1
(𝑝3 + 𝑥1)

) (
𝑝2𝑥2

(𝑝3 + 𝑥1)
−

𝑝2𝑥1𝑥2
(𝑝3 + 𝑥1)

2
)

− 𝑢 (
𝑝2𝑝4𝑥2
(𝑝3 + 𝑥1)

−
𝑝2𝑝4𝑥1𝑥2
(𝑝3 + 𝑥1)

2
)

− (
𝑝2𝑝4𝑥2
(𝑝3 + 𝑥1)

−
𝑝2𝑝4𝑥1𝑥2
(𝑝3 + 𝑥1)

2
)(𝑢 +

𝑝2𝑥2
𝑝1(𝑝3 + 𝑥1)

−
𝑝2𝑥1𝑥2

𝑝1(𝑝3 + 𝑥1)
2
)) 

Al desarrollar la expresión anterior (no se muestra), se identifica que, para el caso de 

la condición de lavado, o que la biomasa sea cero, el sistema es no observable. Para 

valores de la biomasa distintos de cero, aun en el caso de consumo de substrato completo, 

el sistema es observable. 

 

Figura 4.2. Análisis de observabilidad (prueba de Kalman) de la foto-fermentación de H2 con la 

medición del volumen de gas de hidrogeno. 

 

Los resultados muestran que con la medición de substrato el proceso de foto-

fermentación de H2 no es completamente observable. Por otro lado, al considerar la 

medición del H2, se observa que es posible la inferencia de los estados no medibles a partir 

de la medición de H2 en prácticamente todo el tiempo de simulación. Se debe notar que un 

estudio convencional de observabilidad comúnmente se restringe a la condición en estado 

estacionario, que corresponde a los resultados que se muestran al final en las Figuras 4.1 

y 4.2. En el tiempo inicial de simulación se observa que el sistema es no observable, lo cual 
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se puede asociar a los transitorios iniciales por las condiciones iniciales o a la baja 

concentración de H2.     

Con los resultados de la observabilidad de Kalman se selecciona la segunda 

propuesta de estados medibles de la medición del hidrógeno y se aplica el criterio de 

observabilidad de PBH.  

 

Figura 4.3. Análisis de observabilidad (criterio PBH) de la producción de H2 por foto-fermentación con 

la medición del volumen de gas de hidrogeno. 

La Figura 4.3 muestra los resultados que se obtienen, que conducen a los mismos 

resultados de la prueba de observabilidad de Kalman.  

 

4.2.3. Análisis de Observabilidad No Convencional 
 

Matriz de observabilidad no-lineal: Linealización con derivadas de Lie 

La extensión de la observabilidad de Kalman para sistemas no-lineales se basa en 

determinar el rango de la matriz de observabilidad usando las derivadas de Lie del modelo 

no-lineal del proceso. Debido a que el cálculo de las derivadas de Lie puede ser tedioso 

para modelos complejos o con no-linealidades importantes, tales como los bioprocesos, es 

común que el análisis de observabilidad se restringa al enfoque convencional. 

Los resultados numéricos son los siguientes: 

 

Derivadas de Lie: La derivada de Lie de y=h(x), con respecto al vector de estados f(x), es,  

𝐿𝑓ℎ(𝑥) =
𝜕ℎ(𝑥)

𝜕𝑥
𝑓(𝑥) 

Donde,  

𝑓(𝑥) = [
𝑓1(𝑥)
…

𝑓𝑁(𝑥)
] 
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Entonces,  

𝐿𝑓ℎ(𝑥) = [
𝜕ℎ(𝑥)

𝜕𝑥1
, … ,

𝜕ℎ(𝑥)

𝜕𝑥3
] [
𝑓1(𝑥)
…

𝑓𝑁(𝑥)
] 

Que conduce a un valor escalar. 

 El cálculo de las derivadas de Lie recursivas o de alto orden es, 

𝐿𝑓
𝑘ℎ(𝑥) =

𝜕(𝐿𝑓
𝑘−1ℎ(𝑥))

𝜕𝑥
𝑓(𝑥) 

con 

𝐿𝑓
0ℎ(𝑥) = ℎ(𝑥) 

 

 La prueba de observabilidad local alrededor de x0 es que la matriz siguiente sea de 

rango completo,  

𝑂 =

[
 
 
 
 
 
 
 
𝜕𝐿𝑓

0ℎ(𝑥)

𝜕𝑥1

𝜕𝐿𝑓
0ℎ(𝑥)

𝜕𝑥2
…

𝜕𝐿𝑓
0ℎ(𝑥)

𝜕𝑥𝑁
𝜕𝐿𝑓

1ℎ(𝑥)

𝜕𝑥1

𝜕𝐿𝑓
1ℎ(𝑥)

𝜕𝑥2
…

𝜕𝐿𝑓
1ℎ(𝑥)

𝜕𝑥𝑁… … … …
𝜕𝐿𝑓

𝑁−1ℎ(𝑥)

𝜕𝑥1

𝜕𝐿𝑓
𝑁−1ℎ(𝑥)

𝜕𝑥2
…

𝜕𝐿𝑓
𝑁−1ℎ(𝑥)

𝜕𝑥𝑁 ]
 
 
 
 
 
 
 

 

 

Para el caso de estudio se tienen las siguientes derivadas de Lie de la medición 𝑦 = 𝑥3,  

𝐿𝑓
0ℎ(𝑥) = 𝑥3 

 

𝐿𝑓
1ℎ(𝑥) =

𝜕 (𝐿𝑓
0ℎ(𝑥))

𝜕𝑥
𝑓(𝑥) =

𝜕(𝑥3)

𝜕𝑥
𝑓(𝑥) = [0 0 1]

[
 
 
 
 
 𝑢(𝑝6 − 𝑥1) −

1

𝑝1

𝑝2𝑥1
𝑝3 + 𝑥1

𝑥2

−𝑢𝑥2 +
𝑝2𝑥1
𝑝3 + 𝑥1

𝑥2

−𝑢𝑥3 + 𝑝4
𝑝2𝑥1
𝑝3 + 𝑥1

𝑥2 + 𝑝5𝑥2]
 
 
 
 
 

= −𝑢𝑥3 + 𝑝4
𝑝2𝑥1
𝑝3 + 𝑥1

𝑥2 + 𝑝5𝑥2 

 



𝐿𝑓
2ℎ(𝑥) =

𝜕 (𝐿𝑓
1ℎ(𝑥))

𝜕𝑥
𝑓(𝑥) =

𝜕 (−𝑢𝑥3 + 𝑝4
𝑝2𝑥1
𝑝3 + 𝑥1

𝑥2 + 𝑝5𝑥2)

𝜕𝑥
𝑓(𝑥)

= [𝑝4
𝑝2𝑥2
𝑝3 + 𝑥1

−
𝑝4𝑝2𝑥1𝑥2
(𝑝3 + 𝑥1)

2
𝑝5 + 𝑝4

𝑝2𝑥1
𝑝3 + 𝑥1

−𝑢]

[
 
 
 
 
 𝑢(𝑝6 − 𝑥1) −

1

𝑝1

𝑝2𝑥1
𝑝3 + 𝑥1

𝑥2

−𝑢𝑥2 +
𝑝2𝑥1
𝑝3 + 𝑥1

𝑥2

−𝑢𝑥3 + 𝑝4
𝑝2𝑥1
𝑝3 + 𝑥1

𝑥2 + 𝑝5𝑥2]
 
 
 
 
 

= (𝑝4
𝑝2𝑥2
𝑝3 + 𝑥1

−
𝑝4𝑝2𝑥1𝑥2
(𝑝3 + 𝑥1)

2
)(𝑢(𝑝6 − 𝑥1) −

1

𝑝1

𝑝2𝑥1
𝑝3 + 𝑥1

𝑥2)

+ (𝑝5 + 𝑝4
𝑝2𝑥1
𝑝3 + 𝑥1

)(−𝑢𝑥2 +
𝑝2𝑥1
𝑝3 + 𝑥1

𝑥2) − 𝑢 (−𝑢𝑥3 + 𝑝4
𝑝2𝑥1
𝑝3 + 𝑥1

𝑥2 + 𝑝5𝑥2) 

 

Al tomar las derivadas de las derivadas de Lie respecto a los estados conduce a, 

 

𝑂 = [

0 0 1

𝑝4
𝑝2𝑥2
𝑝3 + 𝑥1

−
𝑝4𝑝2𝑥1𝑥2
(𝑝3 + 𝑥1)

2
𝑝5 + 𝑝4

𝑝2𝑥1
𝑝3 + 𝑥1

−𝑢

𝐽31 𝐽32 𝑢2

] 

 

𝐽31 = (𝑝5 +
𝑝2𝑝4𝑥1
𝑝3 + 𝑥1

) (
𝑝2𝑥2
𝑝3 + 𝑥1

−
𝑝2𝑥1𝑥2
(𝑝3 + 𝑥1)

2
) − (𝑢𝑥2 −

𝑝2𝑥1𝑥2
𝑝3 + 𝑥1

) (
𝑝2𝑝4
𝑝3 + 𝑥1

−
𝑝2𝑝4𝑥1
(𝑝3 + 𝑥1)

2
)

− (𝑢(𝑝6 − 𝑥1) −
1

𝑝1

𝑝2𝑥1𝑥2
𝑝3 + 𝑥1

) (
2𝑝2𝑝4𝑥2
(𝑝3 + 𝑥1)

2
−
2𝑝2𝑝4𝑥1𝑥2
(𝑝3 + 𝑥1)

3
)

− 𝑢 (
𝑝2𝑝4𝑥2
𝑝3 + 𝑥1

−
𝑝2𝑝4𝑥1𝑥2
(𝑝3 + 𝑥1)

2
)

− (
𝑝2𝑝4𝑥2
𝑝3 + 𝑥1

−
𝑝2𝑝4𝑥1𝑥2
(𝑝3 + 𝑥1)

2
) (𝑢 +

𝑝2𝑥2
𝑝1(𝑝3 + 𝑥1)

−
𝑝2𝑥1𝑥2

𝑝1(𝑝3 + 𝑥1)
2
) 

 

𝐽32 = (𝑢(𝑝6 − 𝑥1) −
1

𝑝1

𝑝2𝑥1𝑥2
𝑝3 + 𝑥1

)(
𝑝2𝑝4
𝑝3 + 𝑥1

−
𝑝2𝑝4𝑥1
(𝑝3 + 𝑥1)

2
) − 𝑢 (𝑝5 +

𝑝2𝑝4𝑥1
(𝑝3 + 𝑥1)

)

− (𝑝5 +
𝑝2𝑝4𝑥1
(𝑝3 + 𝑥1)

) (𝑢 −
𝑝2𝑥1

(𝑝3 + 𝑥1)
) − (

𝑝2𝑥1
𝑝1(𝑝3 + 𝑥1)

) (
𝑝2𝑝4𝑥2
(𝑝3 + 𝑥1)

−
𝑝2𝑝4𝑥1𝑥2
(𝑝3 + 𝑥1)

2
) 

 

De la matriz de observabilidad resultante, el determinante se puede calcular en forma 

simple por medio de co-factores eligiendo la fila 1 como referencia. Entonces,  

 

|𝑂𝑏| = +1 ∗ [
𝐽21 𝐽22
𝐽31 𝐽32

] = 𝐽21𝐽32 − 𝐽22𝐽31 



Lo que resulta en la siguiente expresión, 

(𝑝4
𝑝2𝑥2
𝑝3 + 𝑥1

−
𝑝4𝑝2𝑥1𝑥2
(𝑝3 + 𝑥1)

2
)((𝑢(𝑝6 − 𝑥1) −

1

𝑝1

𝑝2𝑥1𝑥2
𝑝3 + 𝑥1

)(
𝑝2𝑝4
𝑝3 + 𝑥1

−
𝑝2𝑝4𝑥1
(𝑝3 + 𝑥1)

2
)

− 𝑢 (𝑝5 +
𝑝2𝑝4𝑥1
(𝑝3 + 𝑥1)

) − (𝑝5 +
𝑝2𝑝4𝑥1
(𝑝3 + 𝑥1)

) (𝑢 −
𝑝2𝑥1

(𝑝3 + 𝑥1)
)

− (
𝑝2𝑥1

𝑝1(𝑝3 + 𝑥1)
) (

𝑝2𝑝4𝑥2
(𝑝3 + 𝑥1)

−
𝑝2𝑝4𝑥1𝑥2
(𝑝3 + 𝑥1)

2
))

− (𝑝5 + 𝑝4
𝑝2𝑥1
𝑝3 + 𝑥1

)((𝑝5 +
𝑝2𝑝4𝑥1
𝑝3 + 𝑥1

) (
𝑝2𝑥2
𝑝3 + 𝑥1

−
𝑝2𝑥1𝑥2
(𝑝3 + 𝑥1)

2
)

− (𝑢𝑥2 −
𝑝2𝑥1𝑥2
𝑝3 + 𝑥1

) (
𝑝2𝑝4
𝑝3 + 𝑥1

−
𝑝2𝑝4𝑥1
(𝑝3 + 𝑥1)

2
)

− (𝑢(𝑝6 − 𝑥1) −
1

𝑝1

𝑝2𝑥1𝑥2
𝑝3 + 𝑥1

) (
2𝑝2𝑝4𝑥2
(𝑝3 + 𝑥1)

2
−
2𝑝2𝑝4𝑥1𝑥2
(𝑝3 + 𝑥1)

3
)

− 𝑢 (
𝑝2𝑝4𝑥2
𝑝3 + 𝑥1

−
𝑝2𝑝4𝑥1𝑥2
(𝑝3 + 𝑥1)

2
)

− (
𝑝2𝑝4𝑥2
𝑝3 + 𝑥1

−
𝑝2𝑝4𝑥1𝑥2
(𝑝3 + 𝑥1)

2
)(𝑢 +

𝑝2𝑥2
𝑝1(𝑝3 + 𝑥1)

−
𝑝2𝑥1𝑥2

𝑝1(𝑝3 + 𝑥1)
2
)) 

Al desarrollar la expresión anterior (no se muestra), se identifica que, para el caso de la 

condición de lavado, o que la biomasa sea cero, el sistema es no observable. Para valores 

de la biomasa distintos de cero, aun en el caso de consumo de substrato completo, el 

sistema es observable. 

Para este caso de estudio, la Figura 4.4 muestra la evaluación del rango con la matriz 

de observabilidad construida con derivadas de Lie a lo largo del tiempo de simulación del 

proceso. Los resultados de las matrices no se presentan por claridad en la presentación.  

 

Figura 4.4. Análisis de rango con el monitoreo del hidrógeno. 
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Se puede observar que, en este caso, el rango completo se mantiene durante todo el 

tiempo de integración, sin afectar los transitorios iniciales, cumpliéndose el criterio de 

observabilidad.  

 

Diagrama de Inferencia 

El análisis de observabilidad por diagramas de inferencia es relativamente nuevo en su 

estudio y aplicación en bioprocesos. El análisis explota la estructura del modelo matemático 

no-lineal del proceso para identificar conexiones entre los estados del proceso.  

Utilizando la metodología descrita en el capítulo 2, se formula el diagrama de 

inferencia para la foto-fermentación de bio-H2 considerando el monitoreo de H2, con sus 

representaciones de derivadas de Lie respectivas.  

 

Figura 4.5. Análisis de observabilidad (diagrama de inferencia) para la foto-fermentación de hidrógeno. 

 

Del diagrama de inferencia se observa que el hidrógeno no tiene relación directa 

con el sustrato y la biomasa al no aparecer esta variable en las dos ecuaciones del modelo. 

Por otro lado, de las flechas de salida del H2 se establece que es posible obtener 

información del sustrato y de la biomasa a partir de la medición de H2. 

 

Observabilidad Estructural 

Al explotar las propiedades estructurales de la observabilidad, Montanari y Aguirre (2020) 

y Lecca y Ree (2019), establecen la observabilidad a partir de las propiedades de 

invertebilidad de una matriz o mapeo que asocia a la variable medible con los estados no 

medibles.  

 El análisis de observabilidad siguiendo la metodología de Lecca y Ree (2019) se 

presenta a continuación para la producción de hidrogeno por foto-fermentación. Por 

conveniencia del análisis, se considera el sistema dado por el modelo del foto-fermentador, 

𝑑𝑥1
𝑑𝑡
= −𝑢𝑥1 + 𝑝4

𝑝2𝑥3
𝑝3 + 𝑥3

𝑥2 + 𝑝5𝑥2 

𝑑𝑥2
𝑑𝑡

= −𝑢𝑥2 +
𝑝2𝑥3
𝑝3 + 𝑥3

𝑥2 

𝑂 = [
0 0 1
𝐽21 𝐽22 0
𝐽31 𝐽32 0

] 



𝑑𝑥3
𝑑𝑡

= 𝑢(𝑝6 − 𝑥3) −
1

𝑝1

𝑝2𝑥3
𝑝3 + 𝑥3

𝑥2 

 

Donde u es la dilución, y 𝑝1 = 𝑌𝑥/𝑠, 𝑝2 = 𝜇𝑚, 𝑝3 = 𝑘𝑠, 𝑝4 = 𝜑/𝑌𝑥/𝐻 , 𝑝5 = 𝛿, 𝑝6 = 𝑥1𝑖𝑛 son 

parámetros cinéticos y la carga orgánica de entrada, en este caso para acomodo de los 

resultados numéricos x1=H2, x2=X, x3=S. 

La salida y sus derivadas hasta el orden n-1 están dadas como sigue,  

𝑦 = 𝐻2 = 𝑥1 

Primera derivada, 

𝑑𝑦

𝑑𝑡
=
𝑑𝑥1
𝑑𝑡

= −𝑢𝑥1 + 𝑝4
𝑝2𝑥3
𝑝3 + 𝑥3

𝑥2 + 𝑝5𝑥2 

Segunda derivada, 

𝑑2𝑦

𝑑𝑡2
= 𝑝5

𝑑𝑥2
𝑑𝑡
− 𝑢

𝑑𝑥1
𝑑𝑡
+
𝑝4𝑝2𝑥3
𝑝3 + 𝑥3

𝑑𝑥2
𝑑𝑡
+
𝑝4𝑝2𝑥2
𝑝3 + 𝑥3

𝑑𝑥3
𝑑𝑡
−
𝑝4𝑝2𝑥3𝑥2
(𝑝3 + 𝑥3)

2

𝑑𝑥3
𝑑𝑡

 

Sustituyendo las derivadas de los estados del modelo, 

 

𝑑2𝑦

𝑑𝑡2
= −𝑢

𝑑𝑥1
𝑑𝑡
+ (𝑝5 +

𝑝4𝑝2𝑥3
𝑝3 + 𝑥3

)
𝑑𝑥2
𝑑𝑡
+ (

𝑝4𝑝2𝑥2
𝑝3 + 𝑥3

−
𝑝4𝑝2𝑥3𝑥2
(𝑝3 + 𝑥3)

2
)
𝑑𝑥3
𝑑𝑡

 

 

Reordenando la segunda derivada,  

𝑑2𝑦

𝑑𝑡2
= −𝑢 (−𝑢𝑥1 + 𝑝4

𝑝2𝑥3
𝑝3 + 𝑥3

𝑥2 + 𝑝5𝑥2) + (𝑝5 +
𝑝4𝑝2𝑥3
𝑝3 + 𝑥3

) (−𝑢𝑥2 +
𝑝2𝑥3
𝑝3 + 𝑥3

𝑥2)

+ (
𝑝4𝑝2𝑥2
𝑝3 + 𝑥3

−
𝑝4𝑝2𝑥3𝑥2
(𝑝3 + 𝑥3)

2
) (𝑢(𝑝6 − 𝑥3) −

1

𝑝1

𝑝2𝑥3
𝑝3 + 𝑥3

𝑥2) 

 

Con base a la medición y sus derivadas hasta el orden n-1, se obtiene un arreglo matricial 

Q, el cual está dado por,   

 

𝑄 =

[
 
 
 
 
𝑦
𝑑𝑦

𝑑𝑡
𝑑2𝑦

𝑑𝑡2 ]
 
 
 
 

 

Sustituyendo las derivadas 

𝑄 =

[
 
 
 
 

𝑥1

−𝑢𝑥1 + 𝑝4
𝑝2𝑥3
𝑝3 + 𝑥3

𝑥2 + 𝑝5𝑥2

−𝑢 (−𝑢𝑥1 + 𝑝4
𝑝2𝑥3
𝑝3 + 𝑥3

𝑥2 + 𝑝5𝑥2) + (𝑝5 +
𝑝4𝑝2𝑥3
𝑝3 + 𝑥3

) (−𝑢𝑥2 +
𝑝2𝑥3
𝑝3 + 𝑥3

𝑥2) + (
𝑝4𝑝2𝑥2
𝑝3 + 𝑥3

−
𝑝4𝑝2𝑥3𝑥2
(𝑝3 + 𝑥3)

2) (𝑢(𝑝6 − 𝑥3) −
1

𝑝1

𝑝2𝑥3
𝑝3 + 𝑥3

𝑥2)]
 
 
 
 

 



 

De este arreglo matricial se calcula su jacobiano, el cual conduce a: 

 

𝐽𝑄 =
𝜕𝑓𝑖
𝜕𝑥𝑗

= [

1 0 0

−𝑢 𝑝5 +
𝑝2𝑝4𝑥3
(𝑝3 + 𝑥3)

𝑝2𝑝4𝑥2
(𝑝3 + 𝑥3)

−
𝑝2𝑝4𝑥2𝑥3
(𝑝3 + 𝑥3)

2

𝑢2 𝐽𝑄32 𝐽𝑄33

] 

 

𝐽𝑄32 = (𝑢(𝑝6 − 𝑥3) −
𝑝2𝑥2𝑥3

𝑝1(𝑝3 + 𝑥3)
) (

𝑝2𝑝4
(𝑝3 + 𝑥3)

−
𝑝2𝑝4𝑥3
(𝑝3 + 𝑥3)

2
) − 𝑢 (𝑝5 +

𝑝2𝑝4𝑥3
(𝑝3 + 𝑥3)

)

− (𝑝5 +
𝑝2𝑝4𝑥3
(𝑝3 + 𝑥3)

) (𝑢 −
𝑝2𝑥3

(𝑝3 + 𝑥3)
) − (

𝑝2𝑥3
𝑝1(𝑝3 + 𝑥3)

) (
𝑝2𝑝4𝑥2
(𝑝3 + 𝑥3)

−
𝑝2𝑝4𝑥2𝑥3
(𝑝3 + 𝑥3)

2
) 

 

 

𝐽𝑄33 = (𝑝5 +
𝑝2𝑝4𝑥3
(𝑝3 + 𝑥3)

) (
𝑝2𝑥2

(𝑝3 + 𝑥3)
−

𝑝2𝑥2𝑥3
(𝑝3 + 𝑥3)

2
)

− (𝑢𝑥2 −
𝑝2𝑥2𝑥3
(𝑝3 + 𝑥3)

) (
𝑝2𝑝4

(𝑝3 + 𝑥3)
−

𝑝2𝑝4𝑥3
(𝑝3 + 𝑥3)

2
)

− (𝑢(𝑝6 − 𝑥3) −
𝑝2𝑥2𝑥3

𝑝1(𝑝3 + 𝑥3)
) (

2𝑝2𝑝4𝑥2
(𝑝3 + 𝑥3)

2
−
2𝑝2𝑝4𝑥2𝑥3
(𝑝3 + 𝑥3)

3
)

− 𝑢 (
𝑝2𝑝4𝑥2
(𝑝3 + 𝑥3)

−
𝑝2𝑝4𝑥2𝑥3
(𝑝3 + 𝑥3)

2
)

− (
𝑝2𝑝4𝑥2
(𝑝3 + 𝑥3)

−
𝑝2𝑝4𝑥2𝑥3
(𝑝3 + 𝑥3)

2
) (𝑢 +

𝑝2𝑥2
𝑝1(𝑝3 + 𝑥3)

−
𝑝2𝑥2𝑥3

𝑝1(𝑝3 + 𝑥3)
2
) 

Las condiciones de la observabilidad estructural de acuerdo a Lecca y Re (2019) se 

obtienen a partir de las siguientes relaciones con los menores principales de la matriz JQ: 

1. |𝑀1| ≥ 1. 

2. 
|𝑀2|

|𝑀1|
≥ 1 

3. 
|𝑀3|

|𝑀2|
≥ 1 

Donde los menores principales para el caso de estudio están dados por:  

𝑀1 = [1]. 

 

𝑀2 = [
1 0

−𝑢 𝑝5 +
𝑝2𝑝4𝑥3
(𝑝3+𝑥3)

]. 

 



𝑀3 = [

1 0 0

−𝑢 𝑝5 +
𝑝2𝑝4𝑥3
(𝑝3+𝑥3)

𝑝2𝑝4𝑥2
(𝑝3+𝑥3)

−
𝑝2𝑝4𝑥2𝑥3
(𝑝3+𝑥3)

2

𝑢2 𝐽𝑄32 𝐽𝑄33

]. 

De donde se obtiene,  

|𝑀1| = 1 

|𝑀2| = (1) (𝑝5 +
𝑝2𝑝4𝑥3
(𝑝3 + 𝑥3)

) − (0)(−𝑢) = (𝑝5 +
𝑝2𝑝4𝑥3
(𝑝3 + 𝑥3)

) 

El determinante |𝑀3| se puede calcular en forma simple por medio de co-factores eligiendo 

la fila 1 como referencia. Entonces,  

|𝑀3| = +1 ∗ [
𝑝5 +

𝑝2𝑝4𝑥3
(𝑝3 + 𝑥3)

𝑝2𝑝4𝑥2
(𝑝3 + 𝑥3)

−
𝑝2𝑝4𝑥2𝑥3
(𝑝3 + 𝑥3)

2

𝐽𝑄32 𝐽𝑄33

] 

Lo que resulta en la siguiente expresión, 

|𝑀3| = (𝑝5 +
𝑝2𝑝4𝑥3
(𝑝3 + 𝑥3)

) (𝐽𝑄33) − (
𝑝2𝑝4𝑥2
(𝑝3 + 𝑥3)

−
𝑝2𝑝4𝑥2𝑥3
(𝑝3 + 𝑥3)

2
) (𝐽𝑄33) 

La validación de las condiciones de observabilidad arriba mencionadas se pueden 

establecer al hacer la solución numérica de las mismas resolviendo el modelo del proceso 

y las condiciones de observabilidad en forma simultánea. El resultado de la matriz de 

observabilidad es idéntico a la condición que se obtiene para la matriz de observabilidad 

basada en derivadas de Lie. Entonces, para el caso de la condición de lavado, o que la 

biomasa sea cero, el sistema es no observable, para valores de biomasa distintos de cero, 

aun en el caso de consumo de sustrato completo, el sistema es observable.  

 

Gramiano Empírico 

El gramiano es una prueba entrada-salida de observabilidad simple que es válida para 

sistemas lineales. El gramiano empírico es una aproximación numérica entrada-salida 

usando simulaciones numéricas con el modelo no-lineal alrededor del punto de evaluación 

de la observabilidad. El procedimiento descrito en el capítulo 2 resulta en un conjunto de 

simulaciones numéricas a partir de diferentes condiciones iniciales alrededor del punto de 

evaluación seleccionado.  

Considerando el modelo del foto-fermentador para producción de hidrogeno, con 

D=u, se tiene,  

𝑑𝑆

𝑑𝑡
= 𝑢(𝑆𝑖𝑛 − 𝑆) −

1

𝑌𝑥
𝑠

 
𝜇𝑚𝑎𝑥𝑆

𝐾𝑠 + 𝑆
 𝑋                               (9) 



𝑑𝑋

𝑑𝑡
= −𝑢𝑋 +  

𝜇𝑚𝑎𝑥𝑆

𝐾𝑠 + 𝑆
 𝑋                                                 (10) 

𝑑𝐻2
𝑑𝑡

= −𝑢𝐻2 +
1

𝑌𝑥
𝐻

 𝜙(𝐼)
𝜇𝑚𝑎𝑥𝑆

𝐾𝑠 + 𝑆
 𝑋 + 𝛿𝑋                  (11) 

El gramiano empírico se calcula con los programas desarrollados por Christian Himpe 

(EMGR,2018), y Chuili Sun y Juergen Hahn (MRR, 2012).  

Las matrices de Observabilidad gramiana resultantes son: 

𝐸𝑀𝐺𝑅 = 1𝑒6 ∙ [
0.7482 1.1839 0.0021
1.1839 1.8868 0.0036
0.0021 0.0036 0

] ,            𝑟𝑎𝑛𝑔𝑜 = 3 

 

𝑀𝑅𝑅 = 1𝑒13 ∙ [
0.5998 0.9505 0.0020
0.9505 1.5179 0.0034
0.0020 0.0034 0

] ,            𝑟𝑎𝑛𝑔𝑜 = 3 

Así, los resultados muestran que el foto-fermentador para producción de hidrogeno 

es completamente observable en una región más amplia que los resultados de la 

linealización local.  

 

4.2.4 Índice de Observabilidad 
El grado de observabilidad se puede cuantificar usando los índices de observabilidad 

descritos en el marco teórico (Capitulo 2). Para este caso de estudio se hace el análisis del 

índice de manera dinámica desde t0 a tf usando los índices de observabilidad basados en 

el número de condición, con base a los valores singulares de la matriz de observabilidad 

(Whalen y Brennan, 2015), y en los eigenvalores de la matriz de observabilidad normalizada 

(Nahar et al., 2019). 

 

 

Figura 4.7. Índice de observabilidad dinámico calculado con el número de condición. 



 

Figura 4.8. Índice de observabilidad dinámico calculado con la propuesta de Whalen y Brennan (2015). 

 

Figura 4.9.  Índice de observabilidad dinámico calculado con la propuesta de Nahar et al. (2019). 

 

Las Figuras 4.7 a 4.9 muestran los resultados del índice de observabilidad con las 

tres propuestas consideradas. En los tres métodos se observa que en la etapa inicial existe 

un bajo grado de observabilidad, lo cual se puede asociar a bajas concentraciones de la 

variable medible que no permitirían una estimación precisa de las variables no medibles. 

Una vez que la variable medible se incrementa y se establece en valores estacionarios, los 

índices de observabilidad y el grado de observabilidad reflejan buenas propiedades de 

observabilidad.   

4.3. Observabilidad de la Digestión Anaerobia de Lactosueros  

4.3.1. Mediciones disponibles  
En el proceso de digestión anaerobia de lactosueros descrito en el capítulo 3, se consideran 

siete variables para la descripción y seguimiento del proceso:  



(i) Componentes orgánicos de cadena larga, tales como los carbohidratos, 

proteínas y lípidos, denotados como S1. 

(ii) Componentes orgánicos simples, tales como carbohidratos y aminoácidos, 

denotados como S2. 

(iii) Biomasa hidrolítica, Xh. 

(iv) Biomasa acidogénicas, XA.  

(v) biomasa metanogénica, Xm. 

(vi) Ácidos grasos volátiles, A.  

(vii) Metano, CH4.  

De estas variables, en el trabajo de Arroyo et al. (2020) se reporta la medición de la 

demanda química de oxígeno, la cual se hace por técnicas estándar (HACH, 2000), de los 

componentes orgánicos totales (S1) esta se hace por técnicas APHA (2012), los ácidos 

grasos volátiles (A), y el biogás metano (CH4). De estas mediciones, el flujo de biogás 

metano es fácil, económica y simple por métodos tales como desplazamiento de volumen.  

Así, para fines de los análisis de observabilidad se selecciona solo el monitoreo del 

biogás producido. Entonces, la ecuación de mediciones está dada por, 

𝑦 = 𝐶𝐻4 = 𝐶𝑥 = [0 0 0 0 0 0 1]𝑥  

Donde x es el vector de estados 𝑥 = [𝑥1 𝑥2 𝑥3 𝑥4 𝑥5 𝑥6 𝑥7] = [𝑋ℎ  𝑆1 𝑋𝐴 𝑆2 𝑋𝑚 𝐴 𝐶𝐻4]. 

 

4.3.2. Análisis de Observabilidad Convencional: Prueba de Kalman y 

Criterio de PBH 
Para el análisis por la técnica clásica de Kalman, el rango de la matriz de observabilidad se 

evalúa a lo largo de la trayectoria de tiempo de la simulación debido a la naturaleza dinámica 

del caso de estudio. La Figura 4.10 muestra los resultados. Se puede observar que es 

posible la estimación de todos los estados del modelo a partir de la medición del flujo de 

gás de metano durante todo el tiempo de operación estudiado.   



 

Figura 4.10. Análisis de observabilidad (prueba de Kalman) de la digestión anaerobia de lactosueros 

con la medición del flujo de gas de metano.  

Los resultados del análisis de observabilidad usando el criterio de PBH se muestran 

en la Figura 4.11. 

 

Figura 4.11. Análisis de observabilidad (criterio PBH) de la digestión anaerobia de lactosueros con la medición 

del flujo de gas de metano. 

De los resultados de análisis de rango con esta técnica se puede observar una 

pérdida de la observabilidad después del tiempo de simulación de 20 unidades de tiempo, 

que puede asociarse a la matriz linealizada en procesos dinámicos que cambian 

continuamente sus coeficientes y afectan los eigenvalores que se usan en la evaluación de 

este criterio.  

 

 

 



4.3.3. Análisis de Observabilidad No Convencional 
Matriz de observabilidad no-lineal: Linealización con derivadas de Lie 

Debido al alto orden y no-linealidad del modelo, los cálculos de las derivadas de Lie y su 

evaluación numérica a lo largo de las trayectorias son laboriosas y con alto costo 

computacional. Los resultados del análisis se presentan así solo en forma matricial como 

sigue:  

𝑂 =

[
 
 
 
 
 
 
0 0
0 0
𝐽31 𝐽32

0 0 0
𝐽23 𝐽24 𝐽25
𝐽33 𝐽34 𝐽35

0 1
𝐽26 0
𝐽36 0

𝐽41 𝐽42
𝐽51 𝐽52

𝐽43 𝐽44 𝐽45
𝐽53 𝐽54 𝐽55

𝐽46 0
𝐽56 0

𝐽61 𝐽62
𝐽71 𝐽72

𝐽63 𝐽64 𝐽65
𝐽73 𝐽74 𝐽75

𝐽66 0
𝐽76 0]

 
 
 
 
 
 

 

Donde los elementos 𝐽𝑖𝑗 denotan los elementos en el renglón i, columna j, que no se 

desvanecen o son distintos de cero. Así, la condición de rango completo se cumple con la 

medición de CH4.  

 

Diagrama de Inferencia 

Aplicando la metodología descrita en el capítulo 2, la Figura 2 muestra el diagrama de 

inferencia para la digestión de lactosueros. Se puede notar que en el diagrama de incidencia 

el estado CH4 es el único nodo raíz SCC, i.e., es decir, que no tiene flechas de entrada. Así, 

la medición de CH4 es necesaria para asegurar la observabilidad del proceso.  

   

 

 

 

 

 

 

 

 

 

 

 

Figura 4.12. Análisis de observabilidad (diagrama de inferencia) de la digestión anaerobia de lactosueros con 

la medición del flujo de gas de metano. 

 



4.3.4 Índice de Observabilidad 
El comportamiento del índice de observabilidad, considerando la medición de CH4, a lo 

largo de la trayectoria del modelo del digestor anaerobio durante 120 h, se muestra en la 

Figura 4.13. Se observa que los valores más bajos del índice de observabilidad se obtienen 

al inicio de la simulación hasta las 45 h. En 45-100 h, se muestran fluctuaciones 

considerables, lo que indica propiedades de observabilidad completas deficientes al usar 

solo la medición de CH4.  

 

Figura 4.13.  Índice de observabilidad dinámico calculado con la propuesta de Nahar et al. (2019). 

 

Para fines de comparación, el índice de observabilidad mediante la medición 

simultánea de CH4 y de ácidos grasos volátiles (A) también se presenta en la Figura 4.13. 

Se puede notar que después de una ligera fluctuación en el intervalo de tiempo de 45-60 h, 

se mejoran las propiedades de observabilidad. Esto se puede asociar a que la producción 

de A refleja mejor el estado de la AD en ese intervalo del proceso.  

4.4. Microalgas 
Para el proceso de microalgas de tres estados el desarrollo de sensores ha tenido gran 

auge, por lo que el monitoreo de biomasa se puede hacer a través de sensores ópticos 

(Benavides et al 2015). 

 

4.4.1. Mediciones disponibles 
Para este proceso en especial como se formuló en el capítulo 3 se tienen tres variables de 

estado: 

i) Biomasa 



ii) Sustrato orgánico en forma de nitrógeno. 

iii) Quota interna de nitrógeno. 

En este tipo de procesos la instrumentación en el monitoreo de las variables principales 

involucradas presenta varias problemáticas, y usualmente no es posible el monitoreo en 

línea de la concentración de los elementos de interés (Benavides et al., 2015). En trabajos 

recientes se ha demostrado que la observabilidad se cumple cuando la biomasa es 

monitoreada, así las otras dos variables de estado involucradas como la concentración 

extracelular de sustrato y la quota interna de sustrato pueden ser inferidas con el monitoreo 

de la biomasa. Así se considera la medición de biomasa, como se presenta en el trabajo de 

Benavides a través de un sensor óptico, la estructura para el vector de mediciones: 

𝑦 = 𝑋 = 𝐶𝑥 = [1 0 0]𝑥  

Donde x es el vector de estados 𝑥 = [𝑥1 𝑥2 𝑥3] = [𝑋 𝑆 𝑄].  

 

4.4.2. Análisis de Observabilidad Convencional: Prueba de Kalman y 

Criterio de PBH 
La observabilidad se evalúa en todo el tiempo de simulación con la finalidad de evaluar 

posibles regiones de perdida de observabilidad.  La figura siguiente muestra el cálculo de 

rango de la matriz de observabilidad. 

 

 

Figura 4.14 Análisis de rango (Kalman) con el monitoreo de la biomasa. 

En la figura del análisis de rango se puede observar que en el tiempo inicial de 

simulación se observa que el sistema es no observable, sin embargo, se puede asociar a 

los transitorios iniciales por las condiciones iniciales. 



 Con los resultados de la observabilidad de Kalman se hace el análisis de 

observabilidad por PBH con el monitoreo de biomasa para hacer un comparativo. Al evaluar 

el criterio de observabilidad PBH se obtienen los resultados siguientes: 

 

Figura 4.15. Análisis de rango con el monitoreo del hidrógeno. 

De los resultados obtenidos se pueden apreciar la coincidencia de los resultados en 

las dos metodologías.  

 

4.4.3. Análisis de Observabilidad No Convencional 
Matriz de observabilidad no-lineal Observabilidad con derivadas de Lie 

La observabilidad a través de geometría diferencial se evalúa al calcular la matriz de 

observabilidad dada por la Ec. (2.16). Los resultados de las matrices no se presentan por 

claridad en la presentación y limitaciones de espacio. La Fig. 4.14 presenta la evaluación 

del análisis de rango a lo largo del tiempo de simulación. 

 

Figura 4.14. Análisis de rango con el monitoreo de la biomasa. 
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Se puede observar que, en este caso, el rango de observabilidad se mantiene durante 

todo el tiempo de integración. Es decir, los transitorios iniciales no afectan la propiedad de 

observabilidad.  

 

Diagrama de Inferencia 

Para este caso en especial, el sistema de ecuaciones diferenciales que lo representa 

muestra una dependencia entre cada ecuación sin que ninguna de ellas pueda obtener 

acceso de información de dos variables, solo de una, esto queda reflejado en el siguiente 

diagrama. 

 

𝑂 = [
1 0 0
𝐽21 0 𝐽23
𝐽32 𝐽32 𝐽33

]

 

     

 

 

 

Figura 4.15. Diagrama de inferencia y matriz de observabilidad con derivada de Lie. 

 

En la parte izquierda se observa la codependencia en el modelado de cada una de 

las variables. 

4.4.4 Índice de Observabilidad 
Para este caso de estudio se hace el análisis del índice de manera dinámica desde t0 a tf 

por los métodos propuestos en el marco teórico y los resultados anteriores de 

observabilidad global, estos resultados gráficos son los siguientes. 

 

Figura 4.16. Índice de Observabilidad dinámico calculado con número de condición. 



 

Figura 4.17. Índice de Observabilidad dinámico calculado con propuesta de Whalen et al. 

 

Figura 4.18.  Índice de Observabilidad dinámico calculado con propuesta de Nahar et al. 

    En los resultados gráficos de la dinámica del índice de observabilidad, en los tres 

métodos se observa que en ciertas regiones pierde o gana observabilidad, esto es 

característico de este tipo de sistemas en los cuales la no linealidad afecta la dinámica del 

proceso. 

4.5. Biodiesel 
El proceso de producción de biodiesel requiere mediciones que ayudan a tener un 

mejor monitoreo y control de las variables del proceso. Estas mediciones poseen 

información valiosa sobre las condiciones de operación y dan simultáneamente un estimado 

de variables importantes que no se pueden monitorear en la práctica. Algunas de estas 

variables no se pueden monitorear en línea, por lo que se tienen que hacer fuera de línea 

por métodos de cromatografía de gas y de líquidos, métodos de espectroscopia (Richard et 

al., 2011), entre otros, cabe decir que en algunos se necesita un pretratamiento de la 

muestra. Los avances en la actualidad en los analizadores de medición de concentraciones 



de las variables en línea son muy costosos y difíciles de mantener, por lo tanto, el efecto de 

una aplicación en línea de un estimador de estado es necesaria para un mejor conocimiento 

de las variables del proceso, para eliminar el alto costo y carencia de los sensores 

adecuados (López-Zapata et al., 2017).  

Para el proceso de producción de biodiesel, debido a la naturaleza no isotérmica del 

caso de estudio, se considera el monitoreo de temperatura, la cual es una variable que es 

rápida, económica y fácil de medir. 

  

4.5.1. Mediciones disponibles 
Para este proceso en especial como se formuló en el capítulo 3 se tienen cuatro variables 

de estado: 

i) Concentración de ácidos grasos libres (A) 

ii) Concentración de esteres orgánicos (E). 

iii) Concentración de agua (W). 

iv) Temperatura del medio de reacción (T). 

 

Así se considera la medición de biomasa, como se presenta en el trabajo de Benavides a 

través de un sensor óptico, la estructura para el vector de mediciones: 

𝑦 = 𝑋 = 𝐶𝑥 = [1 0 0]𝑥  

Donde x es el vector de estados 𝑥 = [𝑥1 𝑥2 𝑥3] = [𝑋 𝑆 𝑄].  

4.5.2. Análisis de Observabilidad Convencional: Prueba de Kalman y 

Criterio de PBH 
Observabilidad de Kalman 

Se considera el monitoreo de la temperatura del proceso para el vector de mediciones 

C, es decir C = [0 0 0 1]. La observabilidad se evalúa en todo el tiempo de simulación con 

la finalidad de evaluar posibles regiones de perdida de observabilidad.  La Fig. 4.19 muestra 

el cálculo de rango de la matriz de observabilidad. 



 

Figura 4.19 Análisis de rango (Kalman) con el monitoreo de la temperatura. 

En la figura del análisis de rango se puede observar que con la configuración 

propuesta se logra alcanzar el rango completo del sistema, para el conocimiento de todos 

los estados del sistema.  

 

Observabilidad  PBH 

Con los resultados de la observabilidad de Kalman se hace un comparativo con el criterio 

de observabilidad PBH con la medición de la temperatura, los resultados del análisis de 

rango son los siguientes, Fig. 4.20. 

 

Figura 4.20 Análisis de rango con el monitoreo de la temperatura. 

De los resultados obtenidos se pueden apreciar la coincidencia de los resultados en 

las dos metodologías. 
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4.5.3. Análisis de Observabilidad No Convencional 
Observabilidad no lineal con derivadas de Lie 

La observabilidad a través de geometría diferencial se evalúa al calcular la matriz de 

observabilidad dada por la ecuación 2.16. Los resultados de las matrices no se presentan 

por limitaciones de espacio. La Fig.4.21 presenta la evaluación del rango a lo largo del 

tiempo de simulación. 

 

Figura 4.21 Análisis de rango con el monitoreo de la temperatura. 

Se puede observar que, en este caso, el rango de observabilidad se mantiene durante 

todo el tiempo de integración. Es decir, los transitorios iniciales no afectan la propiedad de 

observabilidad.  

 

Diagrama de Inferencia 

Para este análisis se considera el monitoreo de la temperatura, a continuación, se 

presenta el diagrama de inferencia con su respectiva matriz de observabilidad con 

derivada de Lie. 
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Se observa la relación que tiene la temperatura con cada estado del modelo, el 

recibimiento de información que se presenta en su ecuación se ve reflejado en el diagrama. 

 

4.5.4 Índice de Observabilidad 
Para este caso de estudio se hace el análisis del índice de manera dinámica desde t0 a tf 

por los métodos propuestos en el marco teórico y los resultados anteriores de 

observabilidad global, estos resultados gráficos son los siguientes. 

 

 

Figura 4.22. Índice de Observabilidad dinámico calculado con número de condición. 

 

Figura 4.23. Índice de Observabilidad dinámico calculado con propuesta de Whalen et al. 



 

Figura 4.24.  Índice de Observabilidad dinámico calculado con propuesta de Nahar et al. 

    En los resultados gráficos de la dinámica del índice de observabilidad, en los tres 

métodos se observa que en ciertas regiones pierde o gana observabilidad, esto es 

característico de este tipo de sistemas en los cuales la no linealidad afecta la dinámica del 

proceso. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



Capítulo 5 
 

Observadores 

En este Capítulo se presenta el diseño y aplicación de dos observadores de estados para 

los casos de estudio: el observador de Luenberger extendido, y el observador de modo 

deslizante de alto orden. 

 

5.1. Estimación de Estados No-Medibles en Foto-fermentación 
De acuerdo con las características del foto-fermentador para producción de H2, y los 

resultados del análisis de observabilidad, el diseño de un observador en este caso de 

estudio se refiere a la estimación de la biomasa y el substrato a partir de la medición de H2. 

 

5.1.1 Estructura general del observador 
Considere la estructura del observador descrita en el marco teórico para la estimación de 

substrato y biomasa a partir de la medición de hidrogeno, y = H2, 

𝑑�̃�

𝑑𝑡
= 𝐷(𝑆𝑖𝑛 − �̃�) −

1

𝑌𝑥
𝑠

 
𝜇𝑚𝑎𝑥�̃�

𝐾𝑠 + �̃�
 �̃� + 𝑂𝑏𝑠            �̃�(0) = �̃�0      (5.1) 

𝑑�̃�

𝑑𝑡
= −𝐷�̃� +  

𝜇𝑚𝑎𝑥�̃�

𝐾𝑠 + �̃�
�̃� + 𝑂𝑏𝑠                                 �̃�(0) = �̃�0      (5.2) 

𝑑�̃�2
𝑑𝑡

= −𝐷�̃�2 +
1

𝑌𝑥
𝐻

 𝜙(𝐼)
𝜇𝑚𝑎𝑥�̃�

𝐾𝑠 + �̃�
�̃� +  𝛿�̃�  + 𝑂𝑏𝑠   �̃�2(0) = �̃�20  (5.3) 

Donde �̃�, �̃�, y �̃�2, corresponden a los estados estimados de substrato, biomasa e hidrogeno 

y Obs es el término correctivo que depende de cada diseño del observador.  

 

5.1.2 Observadores de Luenberger extendido y de modo deslizante de alto 

orden.  
El termino correctivo del observador de Luenberger extendido está dado por la expresión 

siguiente. 

𝑂𝑏𝑠 = 𝐿(𝑦 − �̃�2)                                             (5.4) 

Donde L es el vector de ganancias que se obtiene por el método de asignación de polos.  

El término correctivo del observador de modo deslizante de alto orden es, 



𝑂𝑏𝑠 = 𝐾𝑠𝑖𝑔𝑛(𝑦 − �̃�2) ∗ ‖𝑦 − �̃�2‖
1
𝑛⁄                                              (5.5) 

Donde K es el vector de ganancias del observador y n es un numero entero impar. Si bien 

en la literatura existen algunas propuestas o recomendaciones para la asignación de estos 

parámetros, no es sencilla su derivación. Así, en este trabajo el sintonizado de los valores 

del observador de modo deslizante de alto orden se hizo de manera heurística. 

 

5.1.3 Implementación y evaluación numérica de los observadores.  
Los observadores arriba descritos se programaron en la simulación base del caso de 

estudio en Matlab® y los parámetros base de los observadores son los siguientes: 

 Luenberger extendido: 𝐿 = [0.035 0.170 0.742]. 

 Modo deslizante de alto orden: K=0.5 y n=3. 

Las Figuras 5.1 y 5.2 muestran el desempeño de los observadores de Luenberger 

extendido y de modo deslizante de alto orden considerando condiciones iniciales idénticas 

entre el modelo que representa el proceso y el observador.  

  

 

Figura 5.1 Desempeño de observador de Luenberger extendido en el fotofermentador. 

 



 

Figura 5.2. Desempeño de observador de modo deslizante de alto orden en el fotofermentador. 

Las Figuras 5.1 y 5.2 muestran al inicio un poco de disparidad entre los estados reales 

y los estimados, lo cual se puede asociar a los transitorias iniciales de la implementación 

numérica y el grado de observabilidad menor cuando la variable medida se mantiene en 

valores bajos.  

Las Figuras 5.3 y 5.4 muestran el desempeño de los observadores propuestos con 

una variación del 10% en las condiciones iniciales entre el modelo real y el observador.  

 

Figura 5.3. Desempeño del observador de Luenberger extendido con variación en las condiciones 

iniciales. 
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Figura 5.4. Desempeño del observador de modo deslizante de alto orden con variación en las 

condiciones iniciales. 

Los resultados en los dos observadores muestran resultados similares en la 

estimación de los estados no medibles. Por otro lado, para comparar visualmente el 

desempeño del observador a cambios en los parámetros cinéticos se realiza una simulación 

modificando un 20 % la constante de crecimiento y la constante de saturación, esto es, 

µmax=0.48 y Ks=12, obteniendo la siguiente figura. 

 

Figura 5.5. Desempeño del observador de modo deslizante con variación en parámetros cinéticos. 



Los resultados en los dos observadores no muestran cambios en las trayectorias, por 

lo que se puede concluir la robustez en el diseño del observador. 

5.2 Estimación de Estados en la Digestión Anaerobia de Lactosueros 
En este caso de estudio se considera la estimación de los estados del modelo 

semiestructurado presentado en el Capítulo 3 de la digestión anaerobia de lactosueros. De 

acuerdo con los resultados del análisis de observabilidad, se establece que es posible 

estimar los estados del modelo a partir de la única medición del flujo de biogás.  

Para este caso la implementación de los observadores se hace uso de mediciones 

experimentales disponibles que se toman del trabajo de Arroyo et al. (2020). La siguiente 

Figura muestra los datos de mediciones disponibles y las predicciones del modelo 

presentado en el Capítulo 3. 

 

Figura 5.6 Dinámica de variables medibles de la digestión anaerobia de lactosueros ■ CODexp, ● S1,exp, 

▲VFAexp, ▼Biogas, a pH=7.5, T=40°C. (tomada de Arroyo et al., 2020). 

 

5.2.1 Estructura general del observador 
La estructura del observador para este caso de estudio, considerando la estimación de los 

estados del modelo 𝑋ℎ , 𝑆1, 𝑋𝐴, 𝑆2, 𝑋𝑚, 𝐴 a partir de la medición del flujo de biogás de metano 

y = CH4, es, 

𝑑�̃�ℎ
𝑑𝑡

=  𝐾ℎ�̃�1�̃�ℎ − 𝐾𝑑ℎ�̃�ℎ + 𝑂𝑏𝑠                                                              �̃�ℎ(0) = �̃�ℎ0  (5.6) 

𝑑�̃�1
𝑑𝑡
=  −

1

𝑌𝑋ℎ 𝑆1⁄
 𝐾ℎ�̃�1�̃�ℎ + 𝑂𝑏𝑠                                                               �̃�1(0) = �̃�10  (5.7) 



𝑑�̃�𝐴
𝑑𝑡

=  𝐼
𝜇𝑚𝑎𝑥𝑎�̃�2

𝐾𝑆2 + �̃�2
�̃�𝐴 − 𝐾𝑑𝑎�̃�𝐴 +𝑂𝑏𝑠                                                    �̃�𝐴(0) = �̃�𝐴0  (5.8) 

𝑑�̃�2
𝑑𝑡
=  𝐾ℎ�̃�1�̃�ℎ𝑌𝑆2 𝑋ℎ⁄  −

1

𝑌𝑋𝐴 𝑆2⁄
 𝐼
𝜇𝑚𝑎𝑥𝑎�̃�2

𝐾𝑆2 + �̃�2
�̃�𝐴 + 𝑂𝑏𝑠                         �̃�2(0) = �̃�20  (5.9) 

𝑑�̃�𝑚
𝑑𝑡

=  𝐼
𝜇𝑚𝑎𝑥𝑚�̃�

𝐾𝐴 + �̃� + �̃�
2 𝐾𝐼⁄

�̃�𝑚 − 𝐾𝑑𝑚�̃�𝑚 +𝑂𝑏𝑠                               �̃�𝑚(0) = �̃�𝑚0  (5.10) 

𝑑�̃�

𝑑𝑡
=  𝑌𝐴 𝑋𝑎⁄ 𝐼

𝜇𝑚𝑎𝑥𝑎�̃�2

𝐾𝑆2 + �̃�2
�̃�𝐴  − 𝐼

1

𝑌𝑋𝑚 𝐴⁄
 

𝜇𝑚𝑎𝑥𝑚�̃�

𝐾𝐴 + �̃� + �̃�
2 𝐾𝐼⁄

�̃�𝑚 + 𝑂𝑏𝑠     �̃�(0) = �̃�0   (5.11) 

𝑑𝐶�̃�4
𝑑𝑡

= 𝑌𝐶𝐻4 𝑋𝑚⁄ 𝐼 
𝜇𝑚𝑎𝑥𝑚�̃�

𝐾𝐴 + �̃� + �̃�
2 𝐾𝐼⁄

�̃�𝑚 +𝑂𝑏𝑠                                𝐶�̃�4(0) = 𝐶�̃�40 (5.12) 

 

Donde �̃�ℎ , �̃�1, �̃�𝐴, �̃�2, �̃�𝑚, �̃�, y 𝐶�̃�4, corresponden a los estados estimados de biomasa 

hidrolítica, substratos de cadena larga, biomasa acidogenica, substratos simples, biomasa 

metanogenica, ácidos grasos volátiles, y metano.  

 

5.2.2 Observadores de Luenberger extendido y de modo deslizante de alto 

orden.  
Las formas del término correctivo de los observadores del Luenberger extendido y modo 

deslizante están dados como sigue: 

 Luenberger extendido: 

 𝑂𝑏𝑠 = 𝐿(𝑦 − 𝐶�̃�4)                                             (5.13) 

 Modo deslizante de alto orden: 

 𝑂𝑏𝑠 = 𝐾𝑠𝑖𝑔𝑛(𝑦 − 𝐶�̃�4) ∗ ‖𝑦 − 𝐶�̃�4‖
1
𝑛⁄                                              (5.14) 

Se debe notar que, en este caso de estudio, los observadores de estados son 

alimentados de los datos experimentales disponibles del biogás, con interpolación lineal 

entre cada dato medido.  

 

5.2.3 Implementación y evaluación numérica de los observadores.  
Los observadores arriba descritos se programaron en Matlab con la condición inicial base 

de la simulación del modelo, y alimentando las mediciones y su interpolación lineal entre 

datos como la medición.  

Para este caso de estudio, los parámetros base de los observadores se asignaron por 

el método LMI de acuerdo a Korbicz y Witczak (2007) para el observador de Luenberger 

extendido y siguiendo la propuesta de Ribelles (2014) para el modo deslizante de alto orden: 



 Luenberger extendido: Li=[-8.7088e-12, 1.6970e-10, -1.0120e-6, -9.6452e-6, 

6.9229e-6, 0.0008, -0.0028]. 

 Modo deslizante de alto orden: Ki=[-8.7088e-12, 1.6970e-10, -1.0120e-6, -9.6452e-

6, 6.9229e-6, -0.0009, 0.0082], n=3. 

Las Figuras 5.7 y 5.8 muestran el desempeño del observador de Luenberger extendido 

para estimar los estados no medibles. Se muestra además la comparación de la estimación 

con los datos experimentales disponibles.  

 

 

Figura 5.7 Desempeño del observador de Luenberger extendido para la estimación de S1, S2, A (AGV), 

y CH4.  



 

Figura 5.8. Desempeño del observador de Luenberger extendido para la estimación de XH, XA, y XM. 

 

En las figuras se puede observar que el observador de Luenberger extendido permite 

una buena estimación de todos los estados a partir de la medición única del biogás. 

 

 Las Figuras 5.9 y 5.10 muestran el desempeño del observador de modo deslizante 

de alto orden para estimar los estados no medibles. Se muestra además la comparación de 

la estimación con los datos experimentales disponibles. 



 

Figura 5.9 Desempeño del observador de modo deslizante de alto orden para la estimación de S1, S2, 

A (AGV), y CH4. 

 

Figura 5.10. Desempeño del observador de modo deslizante de alto orden para la estimación de XH, 

XA, y XM. 

 

De los resultados del desempeño del observador de modo deslizante se puede 

observar la estimación de los estados no medibles en forma similar al observador de 



Luenberger, con una mejor estimación del observador del modo deslizante de alto orden 

para los AGV al final de periodo de implementación.   

5.3. Estimación de Estados No-Medibles en la Producción de 

Microalgas 
En el caso de estudio de producción de microalgas se considera el modelo simple de Droop 

que se describe con tres estados: el substrato, la cuota interna de nutrientes 

(nutrientes/biomasa), y la biomasa. Para fines de producción de biocombustibles, en 

particular, el biodiesel, es deseable que se acumulen lípidos en la biomasa bajo limitaciones 

de nutrientes. Así, este caso de estudio se considera un paso preliminar para mejorar la 

operación y producción de biodiesel a partir de microalgas, que se considera como la 

tercera generación.  

 

5.3.1 Estructura general del observador 
La estructura del observador considerando la estimación de substrato y cuota interna a 

partir de la medición de biomasa y = X es, 

𝑑�̃�

𝑑𝑡
= 𝐷(𝑆𝑖𝑛 − �̃�) −

𝜌𝑚�̃�

�̃� + 𝐾𝑠
�̃� + 𝑂𝑏𝑠                                 �̃�(0) = �̃�0  (5.15) 

𝑑�̃�

𝑑𝑡
=
𝜌𝑚�̃�

�̃� + 𝐾𝑠
−  𝜇𝑚 (1 −

𝑄0

�̃�
) �̃� + 𝑂𝑏𝑠                               �̃�(0) = �̃�0  (5.16) 

𝑑�̃�

𝑑𝑡
= −𝐷�̃� +  𝜇𝑚 (1 −

𝑄0

�̃�
) �̃�  + 𝑂𝑏𝑠                                �̃�(0) = �̃�0  (5.17) 

Donde �̃�, �̃�, y �̃�, corresponden a los estados estimados de substrato, cuota interna y 

biomasa.  

 

5.3.2 Observadores de Luenberger extendido y de modo deslizante de alto 

orden.  
Para este caso de estudio, los términos correctivos de los observadores están dados como 

sigue: 

 Luenberger extendido: 

 𝑂𝑏𝑠 = 𝐿(𝑦 − �̃�)                                             (5.18) 

 Modo deslizante de alto orden: 

 𝑂𝑏𝑠 = 𝐾𝑠𝑖𝑔𝑛(𝑦 − �̃�) ∗ ‖𝑦 − �̃�‖
1
𝑛⁄                                              (5.19) 



Para este caso de estudio el sintonizado del observador de Luenberger extendido 

se hizo con el método LMI de acuerdo con Korbicz y Witczak (2007), y el de modo deslizante 

de forma heurística.  

    

5.3.3 Implementación y evaluación numérica de los observadores.  
La implementación de los observadores consiste en la programación de cada uno de ellos 

con el modelo que representa el proceso. Los parámetros de los observadores son los 

siguientes: 

 Luenberger extendido: Li=[2.06e5, 2.228, 0.13]. 

 Modo deslizante de alto orden: K=0.05 y n=5. 

Las Figuras 5.11 y 5.12 muestran el desempeño de los dos observadores considerando 

condiciones iniciales idénticas entre el modelo que representa el proceso y el observador. 

Además, en 2 unidades de tiempo se considera un cambio en la dilución de entrada en el 

modelo que representa el proceso para evaluar la robustez a perturbaciones externas.  

 

Figura 5.11. Desempeño del observador de Luenberger extendido en la producción de microalgas. 

 



 

Figura 5.12. Desempeño del observador de modo deslizante de alto orden en la producción de 

microalgas 

Los resultados muestran que los dos observadores presentan diferencias en los 

instantes iniciales de implementación que corresponden a valores bajos de la variable 

medida. Por otro lado, el observador de Luenberger extendido presenta una mejor 

estimación de los estados no medibles. El observador de modo deslizante muestra 

fluctuaciones durante el periodo inicial asociadas a la naturaleza de la función discontinua 

y los valores de los parámetros de sintonizado. 

Posteriormente se realiza una simulación para comparar el desempeño del 

observador a cambios en los parámetros cinéticos más sensibles del modelo, modificando 

la constante de crecimiento µmax=7.71 a µmax=7.0 y la constante de saturación Ks=10 a 

Ks=8.5, obteniendo la siguiente figura. 

 

Figura 5.13. Desempeño del observador de modo deslizante con variación en parámetros cinéticos. 



Los resultados en los dos observadores no muestran cambios en las trayectorias, por 

lo que se puede concluir la robustez en el diseño del observador. 

5.4. Estimación de Estados No-Medibles en la Producción de Biodiesel 
El proceso de producción de biodiesel a partir de residuos orgánicos se considera un 

biocombustible de tercera generación, como el caso de microalgas. La producción de 

biodiesel por residuos orgánicos se lleva a cabo en reactores no-isotérmicos debido a la 

liberación de calor de reacción. Los procesos no isotérmicos tienen la ventaja que para una 

concentración de componente en la mezcla reactante existe una temperatura asociada, de 

forma que se puede establecer como una medida indirecta de algún componente.  

 

5.4.1 Estructura general del observador 
La estructura del observador consiste en la estimación de las concentraciones de ácidos 

grasos libres y esteres orgánicos (biodiesel) principalmente, a partir de la medición de la 

temperatura y = T, 

𝑑�̃�A
𝑑𝑡

=
𝐹𝐹𝐹𝐴𝐶𝐴𝑖
𝑉

−
𝐹�̃�A
𝑉
− 𝑘1𝐶𝑀(0)(�̃�A −

�̃�𝐸�̃�W
𝐾eq𝐶M(0)

) + Obs                                �̃�A(0) = �̃�A0 (5.20) 

𝑑�̃�𝐸
𝑑𝑡

= −
𝐹�̃�𝐸
𝑉
+ 𝑘1𝐶𝑀(0)(𝐶𝐴 −

�̃�𝐸�̃�W
𝐾eq𝐶M(0)

) + Obs                                                 �̃�𝐸(0) = �̃�𝐸0  (5.21) 

𝑑�̃�W
𝑑𝑡

= −
𝐹�̃�W
𝑉
+ 𝑘1𝐶𝑀(0)(𝐶𝐴 −

�̃�𝐸�̃�W
𝐾eq𝐶M(0)

) + Obs                                            �̃�W(0) = �̃�W0  (5.22) 

𝑑T̃

𝑑𝑡
=
𝐹𝐹𝐹𝐴𝜌𝐹𝐹𝐴𝛾𝐹𝐹𝐴

𝜌𝑉𝛾𝑃
(𝑇𝐴𝐺 − T̃) +

𝐹𝑀𝑖𝑥𝜌𝑀𝑖𝑥𝛾𝑀𝑖𝑥
𝜌𝑉𝛾𝑃

(𝑇𝑀𝑖𝑥 − T̃) +
𝑈

𝜌𝑉𝛾𝑃
(𝑇𝑗 − T̃)

−
∆𝐻

𝜌𝛾𝑃
𝑘1𝐶𝑀(0)(�̃�A −

�̃�𝐸�̃�W
𝐾eq𝐶M(0)

) + Obs                                       T̃(0) = T̃0  (5.23) 

Donde �̃�A, �̃�𝐸, �̃�W y T̃, corresponden a los estados estimados de ácidos grasos libres, 

biodiesel, agua, y temperatura.  

 

5.3.2 Observadores de Luenberger extendido y de modo deslizante de alto 

orden.  
Para este caso de estudio, los términos correctivos de los observadores están dados como 

sigue: 



 Luenberger extendido: 

 𝑂𝑏𝑠 = 𝐿(𝑦 − �̃�)                                             (5.18) 

 Modo deslizante de alto orden: 

 𝑂𝑏𝑠 = 𝐾𝑠𝑖𝑔𝑛(𝑦 − �̃�) ∗ ‖𝑦 − �̃�‖
1
𝑛⁄                                              (5.19) 

El sintonizado del observador de Luenberger extendido se hizo con el método de 

colocación de polos y el de modo deslizante de forma heurística.  

    

5.3.3 Implementación y evaluación numérica de los observadores.  
Los observadores se programaron en Matlab en la simulación base del modelo de 

producción de Biodiesel que representa el proceso real. Los parámetros base de los 

observadores con los métodos descritos antes son los siguientes: 

 Luenberger extendido: Li=[0.0005, 0.026, 0.03, 0.05].  

 Modo deslizante de alto orden: K=0.002, n=3. 

 

Figura 5.14 Desempeño del observador de Luenberger extendido en la producción de biodiesel. 



 

Figura 5.15 Desempeño del observador de modo deslizante de alto orden en la producción de 

biodiesel. 

Las Figuras 5.14 y 5.15 presentan los resultados de la estimación de estados con los 

observadores de Luenberger extendido y de modo deslizante de alto orden 

respectivamente. Se puede observar de los resultados que el observador de modo 

deslizante de alto orden muestra un mejor desempeño para la estimación de los ácidos 

grasos volátiles y el biodiesel. El observador de Luenberger extendido muestra además una 

ligera desviación de estimación para la estimación de los ácidos grasos volátiles, lo cual se 

puede asociar al sintonizado. 

Para evaluar la robustez de los observadores propuestos se realiza una simulación 

para comparar el desempeño del observador a cambios en las condiciones iniciales 

originales del modelo, modificando las condiciones iniciales un 10%, a excepción de la 

ecuación de la temperatura, teniendo estás como Ci=[0.013, 0.1, 0.5, 313], obteniendo la 

siguiente figura. 



 

Figura 5.16. Desempeño del observador de Luenberger con variación condiciones iniciales. 

Los resultados en los dos observadores no muestran cambios en las trayectorias, por 

lo que se puede concluir la robustez en el diseño del observador de Luenberger extendido, 

se puede notar que el observador muestra un buen desempeño cuando se somete a los 

cambios descritos para evaluar su robustez a perturbaciones externas. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



Capítulo 6 
 

Conclusiones y recomendaciones 

En este capítulo se presentan un panorama general del alcance de este trabajo de 

investigación, las contribuciones principales, así como una perspectiva de líneas de 

investigación abiertas que se pueden abordar.     

6.1. Panorama general 
 Relevancia de la aplicación: La producción de biocombustibles es una alternativa de 

producción de energías renovables que ofrece ventajas desde el punto de vista de 

reducción de emisión de contaminantes y sustentabilidad respecto a los 

combustibles tradicionales. Sin embargo, las bajas productividades y altos costos 

de estos son un problema que atender. Con la finalidad de mejorar la operación de 

esta clase de procesos es necesario hacer un diagnóstico apropiado para identificar 

problemas operacionales, así como el control del proceso en condiciones de 

operación deseadas. El monitoreo de esta clase de proceso es así fundamental para 

fines de diagnóstico y control.    

 

 Monitoreo de bioprocesos: La naturaleza de los bioprocesos es la existencia de 

muchas especies involucradas con múltiples interacciones entre ellas. Muchos de 

los componentes involucrados no se pueden medir directamente en forma práctica 

en términos de altos costos de los equipos de medición, tiempo de medición, o 

ausencia de sensores específicos. Más aun, la medición de variables a nivel 

industrial se reduce a variables tales como pH, presión, temperatura, y flujos. 

Finalmente, en bioprocesos, es común para fines de modelado y monitoreo agrupar 

especies en una sola clase para facilitar su seguimiento, tales como la demanda 

química de oxígeno para la carga orgánica asociada a procesar, o la biomasa 

general que se genera en un consorcio del proceso.    

 

 Monitoreo indirecto basado en modelo: Para fines de monitore indirecto de procesos 

a nivel industrial las técnicas basadas en modelo, tales como los observadores de 

estados, tienen como característica explotar las propiedades del modelo del proceso 

y conducen a resultados más intuitivos que las técnicas basadas en datos históricos 



disponibles. Sin embargo, para fines del diseño de observadores se debe establecer 

con claridad la posibilidad de poder inferir las variables no medibles a partir de las 

mediciones disponibles (propiedad de observabilidad), y el efecto de cambios en 

condiciones de operación (grado de observabilidad).   

 

 En esta tesis de ha estudiado de manera sistemática la estimación de estados no 

medibles en bioprocesos para la producción de biocombustibles usando un enfoque 

basado en modelo. Primero se estableció el problema de estimación de estados en 

esta clase de bioprocesos considerando cuatro casos de estudio. Posteriormente se 

presenta el marco teórico para establecer la propiedad de observabilidad, el grado 

de observabilidad, y el diseño de observadores. Finalmente, se aplica la 

metodología para cada caso de estudio y se discuten sus resultados.  

6.2 Contribuciones principales 
En esta tesis, hasta el mejor conocimiento del autor, se han realizado las siguientes 

contribuciones al conocimiento científico para el monitoreo indirecto de bioprocesos usando 

observadores de estados:  

 Monitoreo indirecto en bioprocesos: Se extiende el análisis de observabilidad y la 

aplicación de técnicas basadas en observadores de estados para la estimación de 

estados no medibles en cuatro procesos de producción de biocombustibles, 

incluyendo un caso con validación experimental.  

 Análisis detallado de observabilidad en bioprocesos: Se establece la propiedad de 

observabilidad y el grado de observabilidad en una clase de bioprocesos usando 

herramientas convencionales y no convencionales en ingeniería de procesos.   

 Estudio sistemático: Se establece un estudio sistemático de la estimación de 

estados no medibles usando observadores que consiste en cuatro pasos 

principales:  

(i) Identificar la o las variables medibles de cada caso de estudio.  

(ii) Realizar el estudio de observabilidad de acuerdo con las características del 

proceso. En el caso de procesos con modelos de orden bajo y sencillos se 

sugiere aplicar el diagrama de inferencia y evaluar el rango de la matriz de 

observabilidad por derivadas de Lie. En el caso de procesos con modelos 



complejos y de alto orden se sugiere aplicar la condición de rango de Kalman 

y el gramiano empírico.  

(iii) Evaluar el grado de observabilidad en diferentes regiones de operación para 

un mejor entendimiento de la convergencia o degradación de los 

observadores a implementar.  

(iv) Diseñar e implementar observadores simples, tales como el observador de 

Luenberger extendido o el de modo deslizante de alto orden, considerando 

los resultados de los pasos previos para la selección de la o las variables 

medibles.  

6.3 Líneas de investigación abiertas 
Con base a los resultados que se obtienen en este trabajo, así como de la metodología de 

estimación de estados no medibles en una clase de bioprocesos, se detectan varias líneas 

de investigación abiertas, las cuales se identifican como sigue:  

 Extender los resultados reportados de este trabajo en más aplicaciones de 

producción de biocombustibles u otra clase de bioprocesos.  

 Establecer las mediciones mínimas disponibles para estimar componentes o 

metabolitos intermedios en consorcios microbianos para mejorar su entendimiento 

y modelado.  

 Investigar diferentes tipos de observadores presentes en la literatura, para conocer 

su desempeño en estos bioprocesos y desarrollar sistemas híbridos de 

observadores. 

 Extender el análisis de observabilidad a problemas de ingeniería de procesos, tales 

como análisis de sensibilidad, colocación de sensores, y detección de fallas.  

 Estudiar el problema de control basado en observadores y su desempeño 

considerando estudios de observabilidad.  

Finalmente, se espera que los resultados de este trabajo de investigación estimulen la 

estimación de estados no medibles en bioprocesos usando la metodología establecida.    
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