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Tiivistelmä
Tutkimuksessa tarkastellaan eri koneoppimismenetelmien toimivuutta kah-
den rakennuksen sähkönkulutuksesta kerättyjen aikasarjojen arvojen ennus-
tamisessa. Rakennusten sähkönkulutusta on pyritty ennustamaan useissa tut-
kimuksissa, mutta erityisesti kaupparakennusten sähkönkulutusta on ennus-
tettu vähemmän kuin esimerkiksi toimistorakennusten sähkönkulutusta.

Tutkimuksen aineistona käytettiin kahdesta Oululaisesta ruokakaupasta
kerättyä sähkönkulutustietoa vuosilta 2017 ja 2018. Ensimmäisen kaupan
aineistoa on kerätty vuoden 2017 toukokuusta vuoden 2018 kesäkuuhun ja
toisen kaupan aineiston kerääminen on aloitettu vuoden 2017 lokakuussa ja
kerätty vuoden 2018 kesäkuuhun asti. Aineistoa on kerätty yhden minuutin
resoluutiolla.

Aineiston ennustekykyä arvioitiin useiden mallien avulla. Valittuja malle-
ja olivat keinotekoiset neuroverkot, tukivektoriregressio ja ARIMA. Jokaises-
ta malliperheestä sovitettiin aineistoon useita malleja ja jokaisen sovitetun
mallin ennusteen tarkkuutta arvioitiin keskineliövirheen neliöjuurta (RMSE)
käyttäen. Jokaisen mallin valintaan käytettiin aikasarjamenetelmiin sopivaa
validointitapaa, jossa aineiston alkuosaa käytetään mallin opettamiseen ja
loppuosaa mallin tarkkuuden mittaamiseen. Mallinvalinnassa jokaisen mal-
lin hyperparametrit valittiin hilaetsinnän avulla.

Tutkimuksessa selvisi, että kaupan 1 aineistolle parhaiten toimiva mal-
li on tukivektoriregressio ja lisäksi tavalliset eteenpäinsyöttävät neuroverkot
toimivat hyvin osassa ennustustapauksista. Kaupassa 2 parhaiten toiminut
malli oli myös tukivektoriregressio, mutta toisaalta ARIMA-malli sekä ta-
valliset eteenpäinsyöttävät neuroverkot toimivat hyvin. Suurin osa mallien
ennustusvirheistä molemmissa kaupoissa sijoittuivat välille 8–20 %.
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1 Johdanto
Tässä tutkielmassa tutkitaan koneoppimismenetelmien soveltuvuutta aika-
sarjojen ennustamiseen. Tutkittavia aikasarjoja ovat kahden kaupan sähkön-
kulutuksesta muodostetut aikasarjat. Aikasarjoja tutkitaan pääosin koneop-
pimisen menetelmin, mutta mukaan on otettu myös yksi hiukan perintei-
sempikin tilastollinen menetelmä, autoregressive integrated moving average
-menetelmä (ARIMA). Koneoppiminen on tekoälyn osa-alue, jossa tilastol-
lisia menetelmiä hyödyntäen pyritään antamaan tietokoneille taito havaita
aineistosta uusia rakenteita ja säännöllisyyksiä ilman ihmisen väliintuloa.
Koneoppimismenetelmiksi luetellaan perinteisesti esimerkiksi keinotekoiset
neuroverkot (artificial neural network), vahvistusoppiminen (reinforcement
learning) ja geneettiset algoritmit (genetic algorithms) (Marsland 2014).

Koneoppiminen, ja erityisesti syväoppiminen (deep learning) eli suurien ja
monikerroksisten neuroverkkojen käyttäminen, on 1990-luvun jälkeen nous-
sut tavalliseksi työkaluksi myös kaupallisissa sovelluksissa. Ensimmäiset kei-
notekoiset neuroverkot keksittiin jo 1950-luvulla, mutta puutteellisen lasken-
tatehon takia ne eivät vielä silloin nousseet tärkeäksi työkaluksi. Kun 1990-
luvulla tietokoneiden laskentateho kasvoi ja ryhdyttiin keräämään entistä
suurempia määriä aineistoa, kasvoi myös syväoppimisen suosio ja nykyisin
neuroverkkoja tutkitaan aktiivisesti ympäri maailmaa ja niitä hyödynnetään
myös lukuisissa sovelluksissa (Goodfellow ym. 2016).

Tässä luvussa kuvataan lyhyesti kuinka sähkömarkkinat toimivat ja mi-
ten ne ovat tulevaisuudessa muuttumassa sekä sitä, miten koneoppimisen
menetelmiä voidaan jaotella. Tämän jälkeen luvuissa 2–4 esitellään tutkiel-
massa käytettävät mallit. Luvussa 2 esitellään tukivektoriregressio, luvus-
sa 3 esitellään erilaisia neuroverkkomalleja kuten konvoluutioneuroverkko ja
takaisinkytkeytyvä neuroverkko. Luvussa 4 esitellään ARIMA-malliperheen
rakenne. Luvussa 5 käydään läpi aineiston analysointimenetelmät sekä ana-
lyysien ohjelmistot ja periaatteet. Luvussa 6 esitellään malleista saadut tu-
lokset, luvussa 7 esitetään tuloksien nojalla pohdintaa liittyen malleihin sekä
aineiston rakenteeseen. Viimeisenä luvussa 8 pohditaan mahdollista tulevaa
tutkimusta samaan aihepiiriin liittyen.

1.1 Sähkömarkkinat

Ilmastonmuutos ja sen tuomat uhat haastavat ihmiskuntaa muutoksiin toi-
minnassaan. Tämän takia Suomessakin ollaan siirtymässä vihreään sähkö-
järjestelmään. Sähköjärjestelmässä tulee millä tahansa hetkellä tuottaa täs-
mälleen yhtä paljon sähköä kuin sitä kulutetaan. Perinteisesti tuotantoa on
säädetty kunkin hetken kysynnän mukaan, mutta nykyisin yhä suurempi osa
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sähköntuotannosta riippuu säästä, jolloin jouston tarve sähköjärjestelmäs-
sä kasvaa etenkin kun joustavaa ja helposti säädettävää sähköntuotantoa on
kadonnut markkinoilta. Tehokkaiden sähkön varastoinnin menetelmien puut-
tuessa tätä joustoa haetaan kuluttajilta. Tulevaisuudessa kuluttajatkin voi-
vat osallistua kysyntäjoustoon, eli siirtää sähkönkulutustaan sähköntuotan-
non mukaan. Vielä nykyisin suurin osa kuluttajista toimii vuorokausimarkki-
noilla, joissa myydään ja ostetaan sähköä seuraavalle päivälle. Tulevaisuudes-
sa yhä useammalla kuluttajalla kuitenkin on mahdollisuus siirtyä päivänsi-
säisille markkinoille, jossa kuluttaja voi ostaa sähkönsä lähempänä kulutusa-
jankohtaa. Tällöin kuluttajat voivat siirtää kulutustaan edullisempiin ajan-
kohtiin joko itse tai palvelunvälittäjän kautta. Tällaiset palvelunvälittäjät
säätelevät kuluttajien säätövaraa, kuten vaikka lämmitystä tai sähköautojen
akkujen latausta sen hetken markkinoiden mukaan. Tämän toteuttaminen
on jo mahdollista ilman että asumismukavuus kärsii (Fingrid 2018).

Tulevaisuuden sähkömarkkinoilla on uusiutuvasta energiasta koostuvan
joustavan tuotannon sekä kuluttajien kulutusjouston lisäksi riittävästi siirto-
kapasiteettiä sekä tarpeeksi tehokkaita varastointimenetelmiä (Fingrid 2018).
Erityisesti kulutusjouston toteuttamiseen tarvitaan tarkkoja sähkönkulutuk-
sen ennustusmenetelmiä, jotta sähköjärjestelmä pystyttäisiin pitämään mah-
dollisimman vakaana. Tässä tutkielmassa tutkitaan juuri tämän kaltaisia en-
nustusmenetelmiä, jotta tulevaisuudessa voitaisiin siirtyä luotettavien jous-
topalveluiden piiriin.

1.2 Ohjattu ja ohjaamaton oppiminen

Eräs keino jaotella tilastollisia malleja on jakaa ne sen mukaan, miten mallien
parametrien arvot estimoidaan eli miten malli opetetaan. Tälläinen jaottelu
on ohjaamattoman ja ohjatun oppimisen välillä. Ohjatussa oppimisessa ti-
lastollinen malli oppii eräänlaisen opettajan avulla. Malliin syötetään jokin
syöte, jonka jälkeen malli antaa jonkin tuloksen tälle syötteelle. Sen jälkeen
opettaja korjaa mallia käytettyä syötettä vastaavan havaitun arvon mukaan.
Ohjatussa oppimisessa malli opetetaan siis havaituilla syöte-tulos -pareilla
(xi, yi), missä xi on syöte ja yi tulos.

Ohjaamattomassa oppimisessa käsitellään tapauksia, joissa syöte-tulos -
parien sijaan käytettävissä on N kappaletta havaintoja (x1, x2, . . . , xN) jos-
tain satunnaismuuttujasta X, jolla on tiheysfunktio fX . Tästä otoksesta on
tarkoitus suoraan päätellä em. tiheysfunktion ominaisuuksia. Tällöin ei ole
käytössä opettajaa, joka korjaisi mallin tuloksia oikean havainnon tai vir-
heen avulla. Ohjaamattomassa oppimisessa on hankalaa arvioida muodoste-
tun mallin paikkaansapitävyyttä, sillä ohjaamattoman oppimisen asetelmas-
sa ei ole välttämättä käytössä luotettavia mallin virheen tai onnistumisen
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mittareita.
Esimerkkejä ohjatusta oppimisesta ovat mm. lineaarinen ja logistinen

regressio sekä keinotekoiset neuroverkot. Ohjaamattomasta oppimisesta esi-
merkkejä taas ovat mm. pääkomponenttianalyysi sekä K-means ryhmittely-
menetelmä (Hastie ym. 2001). Tässä tutkielmassa keskitytään pääosin kei-
notekoisiin neuroverkkoihin ja tukivektoriregressioon, jotka ovat ohjatun op-
pimisen menetelmiä.
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2 Tukivektoriregressio

2.1 Tukivektorikone

Tukivektorikone (support vector machine, SVM) on aineiston ryhmittelykei-
no, jossa aineiston kahden eri ryhmän välille pyritään luomaan ns. optimaali-
nen hypertaso, joka osittaa aineiston havainnot. Kahta luokkaa ei kuitenkaan
aina pystytä erottelemaan täysin, joten silloin joudutaan hyväksymään myös
se tilanne, että osa luokiteltavista pisteistä joutuu hypertason väärälle puo-
lelle. Tukivektorikoneen avulla tämänkaltainen luokittelu onnistuu helposti.
Tukivektorikoneen avulla voidaan ratkaista sekä lineaarisia, että epälineaa-
risia tehtäviä. Luokiteltava aineisto kuvataan korkeaulotteisempaan avaruu-
teen ydinfunktion avulla, jolloin luokat pystytään helpommin erottelemaan
yhden hypertason avulla (Hastie ym. 2001).

2.2 Tukivektoriregressio

Tukivektorikoneen periaatetta voidaan soveltaa myös regressioon, jolloin tu-
loksena on tukivektoriregressio (support vector regression, SVR). Tällöin et-
sitään mahdollisimman sileää funktiota f siten, että havaittujen arvojen yi
etäisyydet tästä funktiosta olisivat mahdollisimman pieniä. ε-regressiossa ar-
vojen yi etäisyydet ovat suurimmillaan arvon ε suuruisia. Monesti kuiten-
kin halutaan sallia myös suurempia virheitä, jolloin otetaan käyttöön ns.
ε-insensitiivinen virhefunktio

|ξ|ε =

{
0, jos |ξ| ≤ ε

|ξ| − ε muuten.

Näiden ylimääräisten virheiden halutaan kuitenkin olevan mahdollisimman
pieniä, joten tukivektoriregression optimointiongelmaan lisätään kaksi uutta
muuttujaa ξi ja ξ∗i . Nyt voidaan muotoilla optimointiongelma. Otetaan esi-
merkkifunktioksi lineaarinen funktio f(x) = 〈w, x〉 + b, missä w ∈ X , b ∈ R
ja 〈·, ·〉 kuvastaa pistetuloa joukossa X . Sileys tässä tapauksessa tarkoittaa,
että etsimme mahdollisimman pientä arvoa muuttujalle w. Yksi tapa tehdä
niin on minimoida normia ||w||2. Kun yhdistämme esimerkkifunktiomme f
ja virhefunktiomme, saamme seuraavan optimointiongelman:

min
w,ξ,ξ∗,b

1

2
||w||22 + C

l∑
i=1

(ξi + ξ∗i )

kun yi − 〈w, xi〉 − b ≤ ε+ ξi

〈w, xi〉+ b− yi ≤ ε+ ξ∗i
ξi, ξ

∗
i ≥ 0,
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missä normina käytetään euklidista normia ||x||2 =
√
x21 + x22 + . . .+ x2n ja

〈x, y〉 on pistetulo, eli 〈x, y〉 = Σn
i=1xiyi. Kerroin C > 0 kuvastaa sitä, min-

kälaisen kompromissin suostumme tekemään sileyden ja yli ε suuruisten vir-
heiden välillä.

Tämä optimointiongelma on helpompi ratkaista ns. duaalimuodossaan.
Muodostetaan ensin Lagrangen funktio

L =
1

2
||w||22 + C

l∑
i0

(ξi + ξ∗i )−
l∑

i=1

(ηiξi + η∗i ξ
∗
i )

−
l∑

i=1

αi(ε+ ξi − yi + 〈w, xi〉+ b)

−
l∑

i=1

α∗i (ε+ ξ∗i + yi − 〈w, xi〉 − b).

L on Lagrangen funktio ja ηi, η∗i , αi, α∗i ovat Lagrangen kertoimia, joille pätee
ehto

α
(∗)
i , η

(∗)
i ≥ 0.

Merkinnällä α(∗)
i viitataan molempiin muuttujiin αi ja α∗i . Lagrangen funk-

tiolla L on minimi gradientin nollakohdassa, joten täytyy olla

∂L

∂b
=

l∑
i=1

(α∗i − αi) = 0

∂L

∂w
= w −

l∑
i=1

(αi − α∗i )xi = 0

∂L

∂ξ
(∗)
i

= C − α(∗)
i − η

(∗)
i = 0.

Näiden ehtojen avulla saadaan Lagrangen funktiosta esitettyä optimointion-
gelman duaalimuotoinen tehtävä:

max
α,α∗

− 1

2

l∑
i,j=1

(αi − α∗i )(αj − α∗j )〈xi, xj〉

− ε
l∑

i=1

(αi + αi) +
l∑

i=1

yi(αi − α∗i )

kun
l∑

i=1

(αi − α∗i ) = 0 ja αi, α∗i ∈ [0, C].

(1)
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Ratkaisemalla tämä optimointiongelma saadaan selville haluttu regressio-
funktio. Tukivektoriregression ennalta määritettäviä hyperparametreja ovat
ε ja C. Hyperparametri ε määrittää optimoinnin tuloksena olevan funktion
molemmille puolille tulevien kaistojen leveyden. Näiden kaistojen sisälle si-
joittuu suurin osa havainnoista. C taas kuvaa sitä, kuinka suuri määrä ha-
vaintoja saa olla tämän ε-putken sisällä. Toisin sanottuna C määrittää tu-
loksena saatavan regressiofunktion sileyttä. (Smola ja Schölkopf 2004).

2.3 Ydinfunktiot

Edellisessä alaluvussa määriteltiin tukivektoriregression idea ja esitettiin reg-
ressiofunktion ratkaisemiseen liittyvä optimointiongelma. Kuitenkin edelli-
sessä alaluvussa esitetty ongelma toimii vain lineaarisissa tapauksissa. Tuki-
vektoriregressio voidaan kuitenkin laajentaa myös epälineaarisiin tapauksiin.
Yksinkertainen ratkaisu tähän ongelmaan olisi esikäsitellä aineistoa ja kuva-
ta se kuvauksella Φ : X → F sopivaan avaruuteen, jossa voisimme suoraan
hyödyntää lineaarista tukivektoriregressiota. Tämänkaltaisesta toimenpitees-
tä tulee kuitenkin helposti laskennallisesti raskas.

Optimointiongelman (1) määrittelystä huomataan, että tukivektoriregres-
sio ei riipu suoraan aineiston havainnoista xi vaan useiden havaintojen vä-
lisistä sisätuloista 〈xi, xj〉. Epälineaarisen ongelman ratkaisussa ei tarvitse
tietää funktiota Φ, joka kuvaa havainnot sopivaan avaruuteen, vaan tulee
tietää pelkästään havaintojen väliset sisätulot tässä avaruudessa k(xi, xj) =
〈Φ(xi),Φ(xj)〉. Tätä funktiota k sanotaan myös ydinfunktioksi (kernel). Täl-
löin optimointiongelman duaalimuoto voidaan muotoilla uudestaan seuraa-
vanlaisesti

maksimoi − 1

2

l∑
i,j=1

(αi − α∗i )(αj − α∗j )k(xi, xj)

− ε
l∑

i=1

(αi + αi) +
l∑

i=1

yi(αi − α∗i )

kun
l∑

i=1

(αi − α∗i ) = 0 ja αi, α∗i ∈ [0, C]

(Smola ja Schölkopf 2004).
Ydinfunktiona voidaan käyttää esimerkiksi polynomista funktiota

k(xi, xj) = (〈xi, xj〉+ c)p

tai radiaalikantafunktiota

k(xi, xj) = exp{−γ|xi − xj|2}
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(Vapnik 2000).
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3 Neuroverkot
Tässä kappaleessa pääasiallisena lähteenä on käytetty lähdettä (Rojas 2013).

Warren McCulloch ja Walter Pitts tekivät ensimmäiset mallit keinotekoi-
sista neuroneista vuonna 1943. Keinotekoiset neuronit matkivat keskeiseltä
arkkitehtuuriltaan ihmisen hermosoluja. Ihmisen hermosolujen keskeisimmät
rakenteet ovat dendriitit, sooma sekä aksoni ja synapsit. Dendriitit vastaa-
nottavat signaaleja muilta neuroneilta. Sooma taas on solun vartalo, jossa
sijaitsee mm. tuma ja mitokondriot. Soomassa siis tapahtuu energian va-
pauttaminen solun käyttöön sekä proteiinien valmistaminen. Aksonien teh-
tävänä on kuljettaa ulospäin meneviä signaaleja muille soluille synapsien, eli
kahden hermosolun välisen liitoksen kautta. Dendriitit ovat siis hermosolun
syötepaikkoja, sooma muodostaa solun vartalon, aksoni siirtää signaaleja ja
synapsit siirtävät signaalin toiselle hermosolulle.

Keinotekoiset neuronit noudattavat samanlaista rakennetta kuin ihmisen-
kin hermosolut. Keinotekoisella neuronilla on syötteen vastaanottopaikkoja,
vartalo ja syötteen ulostulopaikkoja. Näiden neuronien väliset yhteydet ovat
kuin aksoneita ja kohdat joissa nämä yhteydet kohtaavat neuronin vartalon
tai vaihtoehtoisesti syötteen vastaanotto- tai ulostulopaikan ovat synapseja.

Keinotekoiset neuroverkot koostuvat yksiköistä, joiden väliset yhteydet
kuljettavat informaatiota verkon sisällä. Näitä neuroverkkoja voidaan ku-
vata hyvin yksinkertaisesti ja havainnollisesti graafein. Graafin solmut ovat
verkon yksiköitä ja näitä yksiköitä yhdistävät kaaret taas yksiköiden välisiä
yhteyksiä. Solmun sisällöllä taas kuvataan, mitä yksittäisen yksikön sisällä
tapahtuu. Kuvassa 1 havainnollistetaan keinotekoisen neuronin rakennetta.
Yleensä yksi yksikkö sisältää syötteiden yhdistämiseen tarkoitetun summaa-
jafunktion g sekä aktivaatiofunktion s, joka laskee summaajafunktion pe-
rusteella yksikön ulostulon. Tämä summaajafunktio on yleensä syötteiden
summa, tosin muitakin summaajafunktioita voidaan käyttää.

Keinotekoisia neuroverkkoja on olemassa painotettuina sekä painottamat-
tomina. Tässä tutkielmassa käsitellään vain painotettuja verkkoja, sillä suu-
rin osa nykyisin käytettävistä keinotekoisista neuroverkoista on painotettuja
verkkoja, joiden opetus tapahtuu verkon painoja muokkaamalla. Painotetun
verkon jokaisella kaarella on oma painonsa w, jolla kerrotaan kyseisen kaaren
kautta kulkevaa informaatiota.

Keinotekoinen neuroverkko yhdistää yksittäisten yksiköiden funktioita
tietyillä painotuksilla. Verkko siis loppujen lopuksi kuvaa tiettyä verkkofunk-
tiota ϕ, joka riippuu verkon laskentayksiköiden summaaja- ja aktivaatiofunk-
tioista sekä painotettujen yhteyksien painokertoimista. Neuroverkkojen avul-
la voidaankin sen parametreja muuttelemalla pyrkiä estimoimaan jotain epä-
lineaarista funktiota f .
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x1

x2

x3

g s s(g(x1, x2, x3))

Kuva 1: Keinotekoinen neuroni, jolla on syötteet x1, x2 ja x3, summaajafunk-
tio g : R3 → R ja aktivaatiofunktio s : R→ R.

Määritelmä 3.1. Keinotekoisen neuroverkon arkkitehtuuri on järjestetty
monikko (I,N,O,E), missä I on verkon syötepaikkojen joukko, N on ver-
kon yksikköjen, eli solujen joukko, O on verkon tulospaikkojen joukko sekä
E on verkon painotettujen, suunnattujen kaarien joukko. Jokainen kaari on
järjestetty monikko (u, v, w), jossa u ∈ I ∪ N, v ∈ N ∪ O ja w ∈ R. Verkon
yksiköt taas ovat muotoa (g, s), missä g : Rn → R ja s : R→ R ja n ∈ N on
kyseisen yksikön saamien syötteiden lukumäärä.

Määritelmä 3.2. Eteenpäinsyöttävä neuroverkko (feed forward neural network,
FF) on keinotekoinen neuroverkko (I,N,O,E), jonka yksiköt jakautuvat ker-
roksiin N1, N2, . . . , Nl. Eteenpäinsyöttävän neuroverkon yksiköiden välillä on
yhteyksiä vain kahden perättäisen kerroksen välillä. Yhteyksiä on myös syö-
tepaikkojen ja ensimmäisen kerroksen sekä tulospaikkojen ja viimeisen ker-
roksen Nl välillä.

Huomautus 3.3. Keinotekoisen neuroverkon syötepaikkoja kutsutaan yleen-
sä syötekerrokseksi, yksiköitä, joista verkon tulos luetaan, tuloskerrokseksi,
joka koostuu tulosyksiköistä. Syöte- ja tuloskerroksen välillä olevia kerroksia
kutsutaan piilokerroksiksi (hidden layer).

Tässä tutkielmassa käsitellään eteenpäinsyöttäviä sekä takaisinkytkeyty-
viä neuroverkkoja. Eteenpäinsyöttävässä neuroverkossa yksiköiden välillä yh-
teyksiä on vain vierekkäisten kerrosten välillä. Takaisinkytkeytyvä neuroverk-
ko taas on laajennos eteenpäinsyöttävästä neuroverkosta. Eteenpäinsyöttä-
vien yhteyksien lisäksi takaisinkytkeytyvään neuroverkkoon lisätään yhteyk-
siä piilotetussa kerroksessa olevien yksiköiden eri tilojen välille. Piilokerrok-
sessa olevat yksiköt saavat syötteenä edelliseltä kerrokselta olevan syötteen
lisäksi saman yksikön aikaisemman tuloksen. Kuvassa 2 on tavallinen eteen-
päinsyöttävä neuroverkko. Tavallisessa eteenpäinsyöttävässä neuroverkossa
jokainen yhden kerroksen yksikkö on yhteydessä jokaiseen seuraavan kerrok-
sen yksikköön ja kaikki yhteydet ovat kahden peräkkäisen kerroksen välillä.
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i1

i2

i3

in1

N1
1

Nn2
1

N1
2

Nn3
2

o1

on4

Syötekerros Piilokerros Piilokerros Tuloskerros

Kuva 2: Tavallinen eteenpäinsyöttävä neuroverkko, jossa on kaksi piilokerros-
ta. Jokainen edellisen kerroksen yksikkö on yhteydessä jokaiseen seuraavan
kerroksen yksikköön.

3.1 Neuroverkon opettaminen

Neuroverkkojen opettaminen tapahtuu yleensä vain verkon yksikköjen välis-
ten yhteyksien painokertoimia muokkaamalla. Tällöin neuroverkon arkkiteh-
tuuri on vakio kaarien painokertoimia lukuun ottamatta. Verkkoja opetetaan
yleensä gradienttia hyödyntävillä optimointimenetelmillä. Verkon painoker-
toimet alustetaan ensin satunnaisiksi arvoiksi, jonka jälkeen opetusaineistos-
ta {(x1, y1), . . . , (xn, yn)} valitaan yksi pari (xp, yp). Luku xp on neuroverkon
syöte ja yp verkon odotettu tulos em. syötteelle. Tämän jälkeen xp syötetään
neuroverkkoon ja lasketaan neuroverkon tulos. Tulosta verrataan arvoon yp,
josta voidaan laskea verkon virhe e. Tämän virhearvon avulla voidaan sen jäl-
keen muokata verkon painokertoimia sopimaan paremmin opetusaineistoon.
Sama toistetaan myös muille (x, y)-pareille opetusaineistossa.

Verkon opettamisessa tärkeitä käsitteitä ovat aikakausi (epoch) ja erä
(batch). Yhden aikakauden aikana koko opetusaineisto on syötetty verkkoon
yhden kerran ja verkon painokertoimia muutettu syötteiden virheiden mu-
kaan. Erä kertoo sen, kuinka monen opetushavainnon virheet lasketaan ennen
kuin verkon painokertoimia muutetaan. Jos verkon opetusvaiheessa eräkoko
on 32, niin opetuksessa käydään läpi 32 havaintoa ja lasketaan niiden virheet,
jonka jälkeen verkon painokertoimia muutetaan näiden 32:en havainnon yh-
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teisen virheen mukaan.
Verkon opettamisessa tehtävänä on siis löytää optimaaliset painotukset

siten, että neuroverkon verkkofunktio ϕ on mahdollisimman lähellä estimoi-
tavaa funktiota f , kun estimoitava funktio f on annettu epäsuorasti esimerk-
kiaineiston avulla. Nämä painotukset voidaan etsiä esimerkiksi tutuilla opti-
mointimenetelmillä kuten gradienttimenetelmällä tai stokastisella gradient-
timenetelmällä.

...
...

...
... + E

i1

i2

i3

in1

H1
1

H1
n2

o1

om

E1

Em

Syötekerros Piilokerros Tuloskerros Virhekerros

Kuva 3: Laajennettu eteenpäinsyöttävä verkko, jossa on aluksi verkon syöte-
kerros, piilokerrokset ja tuloskerros. Tämän jälkeen verkosta lasketaan koko
verkon virhefunktio laskemalla jokaisen tulosyksikön virhe erikseen ja sum-
maamalla ne.

Aluksi laajennamme neuroverkkoa siten, että neuroverkko laskee tuloksen
sijaan suoraan verkon tuloksen ja odotetun tuloksen välisen virheen. Virheek-
si voidaan valita vaikka keskineliövirhe (mean squared error, MSE), jota hyö-
dynnetään tässä tutkielmassa. Jos verkossa on useita tulosyksiköitä, laske-
taan jokaisen yksikön virhe erikseen ja summataan nämä virheet E1, . . . Em,
jolloin saadaan koko verkon virhefunktio E. Jotta verkon painokertoimia voi-
si muokata gradienttimenetelmän avulla, tulee laskea em. virhefunktion osit-
taisderivaatat kaikkien painokertoimien suhteen erikseen. Tällöin saamme
virhefunktion E gradientin

∇E =

(
∂E

∂w1

,
∂E

∂w2

, . . . ,
∂E

∂wL

)
.
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Keinotekoinen neuroverkko on vain ketju yhdistettyjä funktioita, joten ana-
lyysista tuttu ketjusääntö on suuressa roolissa gradientin laskemisessa.

3.1.1 Vastavirta-algoritmi

Gradientin määrittämisessä hyödynnetään vastavirta-algoritmia (backpropa-
gation algorithm), jossa verkko evaluoidaan kahteen kertaan. Ensimmäistä
vaihetta kutsutaan eteenpäinsyöttö- ja toista vastavirtavaiheeksi. Eteenpäin-
syötössä verkkoon syötetään syöte vasemmalta ja jokaisen verkon yksikön
oikealla puolella lasketaan yksikön funktion arvo syötteen antamassa pistees-
sä sekä määritetään myös yksikön funktion derivaatta sen vasemmalla puo-
lella. Vastavirtavaiheessa verkkoa käytetään takaperin, jolloin hyödynnetään
edellisessä vaiheessa laskettuja arvoja. Vastavirtavaihetta tarkastellessa tulee
vastaan kolmenlaisia tilanteita.

x g′ g f ′ f

Kuva 4: Verkko joka muodostaa kahden funktion yhdisteen. Eteenpäinsyöttö-
vaiheessa verkon jokaisen yksikön oikealla puolella lasketaan yksikön funktion
arvo ja vasemmalla puolella määritetään yksikön funktion derivaatan arvo.

Ensimmäisessä tilanteessa verkossa luodaan eteenpäinsyöttövaiheessa yh-
distetty funktio. Eteenpäinsyöttövaiheessa siis verkkoon syötetään vasemmal-
ta syöte, joka kulkee verkon läpi. Kun syöte saapuu verkon yksikköön, las-
ketaan yksikön vasemman ja oikean puolen funktioiden arvot, jonka jälkeen
yksikön oikean puolen arvo siirtyy verkossa eteenpäin. Lasketut arvot tallen-
netaan yksikköön. Kuvassa 5 näytetään verkon tulos, kun verkolle annetaan
syöte x sen vasemmalta puolelta.

Vastavirtavaiheessa verkkoon annetaan syöte 1 sen oikealta puolelta. Kun
syöte saapuu verkon yksikköön, kerrotaan syötettä verkon yksikön vasem-
man puolen arvolla, jonka jälkeen tulo siirtyy verkossa vasemmalle. Kuvas-
sa 6 näkyy, että vastavirtavaiheen tulokseksi saadaan f ′(g(x))g′(x), joka on
eteenpäinsyöttövaiheessa tulokseksi saadun yhdistetyn funktion f(g(x)) de-
rivaatta. Samalla tavalla voidaan laskea minkä tahansa yhdistetyn funktion
derivaatta. Vastavirtavaihe on siis yhtäpitävä derivaatan ketjusäännön kans-
sa.

Toisessa tilanteessa verkko laskee kahden funktion arvot yhteen. Kuvas-
sa 7 kuvataan kyseisen verkon eteenpäinsyöttövaihe, jossa tulokseksi verkko
laskee oikein funktioiden f1 ja f2 summan pisteessä x, joka on f1(x) + f2(x).
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x g′(x) g f ′(g(x)) f f(g(x))

eteenpäinsyöttö

Kuva 5: Eteenpäinsyötön lopputulos, kun verkon syöte on x ja verkon yksi-
köiden funktiot ovat g ja f .

f ′(g(x))g′(x) g′(x) g f ′(g(x)) f 1

vastavirta

Kuva 6: Vastavirtavaiheen lopputulos, kun verkkoon annetaan syöte 1 ver-
kon oikealta puolelta. Tällöin saadaan verkon oikealta puolelta yhdistetyn
funktion, eli koko verkon, derivaatta.

Vastavirtavaiheessa annetaan verkon syötteeksi sen vasemmalta puolelta
jälleen luku 1. Kohdissa, joissa kaksi verkon kaarta kohtaavat toisensa, laske-
taan molemmissa kaarissa kulkeva informaatio yhteen. Kuvassa 8 lasketaan
vastavirtavaiheen tulos f ′1(x) + f ′2(x), joka on eteenpäinsyöttövaiheessa saa-
dun summan derivaatta pisteessä x. Vastaavalla tavalla voidaan määrittää
useammankin funktion summan derivaatta.

Kolmannessa tilanteessa käsitellään painotettuja kaaria. Eteenpäinsyöt-
tövaiheessa kaaren kautta kulkeva syöte kerrotaan kaaren painolla w, jolloin
tulos on wx. Vastavirtavaiheessa verkon oikealta puolelta syötettävää syö-
tettä 1 kerrotaan kaaren painolla w. Tulokseksi saadaan tällöin w, joka on
eteenpäinsyöttövaiheen tuloksen wx derivaatta muuttujan x suhteen. Paino-
tettuja kaaria voidaan siis käsitellä samalla tavalla riippumatta siitä, onko
kyseessä eteenpäinsyöttö- vai vastavirtavaihe.
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x

f ′1(x) f1

f ′2(x) f2

1
1

+ f1(x) + f2(x)

eteenpäinsyöttö

Kuva 7: Kuvan verkko laskee funktioiden f1 ja f2 summafunktion eteenpäin-
syöttövaiheessa.

Nyt on osoitettu, että vastavirta-algoritmi toimii hyvin yksinkertaisilla
keinotekoisilla neuroverkoilla, jotka laskevat pelkästään funktioiden summia,
yhdistettyjä funktioita tai joka laskee tuloksen, kun verkossa informaatio kul-
kee painotetun kaaren läpi. Seuraavassa lauseessa todistetaan, että algoritmi
1 todellakin määrittää verkkofunktion derivaatan pisteessä x myös monimut-
kaisemmissa verkoissa, joissa näitä edellä esiteltyjä tapauksia yhdistellään.

Lause 3.4. Algoritmi 1 määrittää verkkofunktion F derivaatan verkon syöt-
teen x suhteen.

Todistus. Aikaisemmin on jo näytetty, että algoritmi toimii verkoilla, jois-
sa on yksikköjä sarjassa tai rinnan ja kun verkon kaaret ovat painotettuja.
Tehdään induktio-oletus, että algoritmi toimii kaikilla eteenpäinsyöttävillä
verkoilla joissa on n tai vähemmän yksikköä. Käsitellään nyt kuvan 10 verk-
koa, jossa on n+1 yksikköä. Suoritetaan ensin eteenpäinsyöttövaihe ja laske-
taan verkkofunktion F arvo pisteessä x. Oletetaan, että m yksikköä, joiden
tulokset ovat F1(x), . . . , Fm(x), ovat yhteydessä tulosyksikköön. Koska ϕ on
tulosyksikön sisältämä funktio, tiedetään että

F (x) = ϕ(w1F1(x) + w2F2(x) + . . .+ wmFm(x)).

Siten verkkofunktion F derivaatta pisteessä x on

F ′(x) = ϕ′(s)(w1F
′
1(x) + w2F

′
2(x) + . . .+ wmF

′
m(x)),

missä s = w1F1(x) + . . . + wmFm(x). Käsiteltävän graafin aligraafi, joka si-
sältää kaikki reitit syötepaikasta yksikköön jonka tulos on F1(x), määrittää
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f ′1(x) + f ′2(x)

f ′1(x) f1

f ′2(x) f2

1
1

+ 1

vastavirta

Kuva 8: Vastavirtavaihe verkossa, jossa lasketaan eteenpäinsyöttövaiheessa
kahden funktion yhteenlasku. Tuloksena saadaan summafunktion derivaatta.

x wx
w

eteenpäinsyöttö

w 1
w

vastavirta

Kuva 9: Verkon kaaren eteenpäinsyöttö- ja vastavirtavaihe. Eteenpäinsyöttö-
vaiheessa kaaren syöte kerrotaan kaaren painolla. Vastavirtavaiheessa laske-
taan eteenpäinsyöttövaiheen muodostaman funktion derivaatta.

aliverkon, jonka verkkofunktio on F1 ja jossa on vähemmän kuin n yksik-
köä. Induktio-oletuksen nojalla aligraafin derivaatta voidaan määrittää al-
goritmin 1 mukaisesti. Vastaavasti voidaan luoda m − 1 muuta aliverkkoa,
jotka vastaavat yksiköitä, joiden tulokset ovat F2(x), . . . , Fm(x). Jos arvon 1
sijasta syötämme vastavirtavaiheessa aliverkkoon i vakion ϕ′(s) kerrottuna
vastaavalla painolla wi, saadaan aliverkkojen syötepaikoista vastavirtavaihei-
den tuloksiksi w1F

′
1(x)ϕ′(s), w2F

′
2(x)ϕ′(s), . . . , wmF

′
m(x)ϕ′(s). Koko verkon

vastavirtavaiheessa nämä m tulosta lasketaan yhteen, jolloin koko vastavir-
tavaiheen tulokseksi saadaan

ϕ′(s)(w1F
′
1(x) + w2F

′
2(x) + . . .+ wmF

′
m(x)),

joka on verkkofunktion F derivaatta pisteessä x. Sen sijaan että verkon tulos-
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Algoritmi 1 Vastavirta-algoritmi
Käsitellään verkkoa, jolla on yksi syöte x ∈ R ja verkkofunktio F : R → R.
Derivaatta F ′ määritetään kahdessa vaiheessa.

Eteenpäinsyöttö:
syöte x syötetään verkkoon. Verkon yksiköiden sisältämät funktiot ja niiden
derivaatat lasketaan yksikön syötteen määräämässä pisteessä. Määritetyt
derivaattojen arvot säilytetään yksikössä.

Vastavirta :
vakio 1 syötetään verkon tulospaikkaan, jonka jälkeen verkkoa käytetään
takaperin. Verkon yksikköön tulevat syötteet lasketaan yhteen ja summaa
kerrotaan yksikön vasemmalle puolelle varastoidulla arvolla. Laskettu tulo
jatkaa kulkemista yksikön vasemmalle puolelle. Vaiheen tuloksena saadaan
verkon syötepaikasta verkkofunktion derivaatta muuttujan x suhteen.

yksikköön yhteydessä oleviin yksikköihin syötetään vakiot w1ϕ
′(s), w2ϕ

′(s), . . . , wmϕ
′(s),

saadaan sama tulos syöttämällä koko verkon tulosyksikköön vakio 1, jota ker-
rotaan vakiolla ϕ′(s). Tämä tulo siirretään sen jälkeen tulosyksikön jokaisen
painotetun yhteyden kautta vasemmalle. Tällöin toteutetaan itse asiassa al-
goritmia 1. Siten algoritmi toimii verkoilla, joissa on n+ 1 yksikköä, eli väite
on tosi.

Huomautus 3.5. Algoritmi 1 toimii myös verkoille, joissa on useampia syöt-
teitä. Alkuperäisestä verkosta erotellaan aliverkot siten, että yhden aliverkon
määrittää kaikki reitit yhdestä alkuperäisen verkon syötteestä verkon tulos-
yksikköön. Näin muodostetuilla verkoilla on vain yksi syöte ja yksi tulosyk-
sikkö, jolloin algoritmia 1 voidaan soveltaa suoraan.
Huomautus 3.6. Verkon yksiköissä voidaan myös käyttää useamman muut-
tujan aktivaatiofunktioita. Tällöin yksikön vasemmalla puolella määritetään
ja säilötään aktivaatiofunktion osittaisderivaatat yksikön eri syötteiden suh-
teen. Algoritmin 1 vastavirtavaiheessa yksikköön saapuva syöte kerrotaan
yhdellä osittaisderivaatalla ja tämä tulo siirtyy verkon kaarelle, josta tulleen
syötteen suhteen kyseinen osittaisderivaatta oli laskettu.
Huomautus 3.7. Algoritmi 1 voidaan laajentaa koskemaan myös takaisinkyt-
keytyviä neuroverkkoja ns. levittämällä nämä takaisinkytkeytyvät neurover-
kot siten, että ne näyttävät tavallisilta eteenpäinsyöttäviltä neuroverkoilta.

Opettaessamme keinotekoista neuroverkkoa minimoimme verkon virhe-
funktiota E. tällöin tulee käsitellä jokaista verkon painoarvoa w samanaikai-
sesti. Opetusta varten joudumme laajentamaan verkkoa jälleen siten, että
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Kuva 10: Vastavirtavaihe viimeisessä neuronissa.

verkko laskee virheen suoraan kuten näimme kuvassa 3. Keskitymme yhteen
painoon wij, joka on verkon i:nnen ja j:nnen yksikön välinen yhteys. Tämä
painotettu kaari määrittää aliverkon, johon kuuluu kaikki reitit kaaresta al-
kuperäisen verkon tulosyksikköön. Aliverkkoon annetaan syötteenä arvo oi,
joka on verkon i:nnen yksikön tulos. Aliverkon ensimmäisen yksikön koko
syöte on siis oiwij.

Vastavirta-algoritmi määrittää verkkofunktion osittaisderivaatan verkon
syötteen suhteen, joten kun algoritmia 1 sovelletaan em. aliverkkoon, saadaan
tuloksena ∂E

∂oiwij
. Koska arvoa oi voidaan käsitellä vakiona, saadaan verkon

virhefunktion osittaisderivaatta painon wij suhteen määritettyä yksinkertai-
sesti. Tällöin

∂E

∂wij
= oi

∂E

∂oiwij
.

Aliverkon vastavirtavaiheen tulosta ∂E
∂oiwij

sanotaan vastavirtavirheeksi ja ver-
kon yksikön j vastavirtavirhe on δj. Siten

∂E

∂wij
= oiδj.

19



Keinotekoista neuroverkkoa opetettaessa tallennetaan algoritmin 1 eteen-
päinsyöttövaiheen aikana jokaiseen yksikköön sen tulos ja vastavirtavaiheen
aikana vastavirtavirhe. Näiden tietojen avulla voidaan määrittää verkon vir-
hefunktion gradientti ∇E. Gradienttia voidaan hyödyntää sitten painoarvo-
jen päivityksessä. Gradienttimenetelmässä painoarvojen muutokset saadaan
yksinkertaisesta laskukaavasta

δwij = −γ ∂E
∂wij

= −γoiδj,

missä γ on opetuksen nopeuteen vaikuttava vakio. Jos γ on liian suuri, teh-
dään painokertoimille joka kerta liian suuria päivityksiä, jolloin minimiä ei
löydetä. Jos taas γ on liian pieni, ovat painokertoimien päivityksetkin hyvin
pieniä, jolloin neuroverkon opetukseen menee hyvin paljon aikaa.

3.1.2 Stokastinen gradienttimenetelmä

Algoritmi 2 SGD
Require: jono askelpituuksia εk
Require: parametrin θ alkuarvo
k ← 1
while θ ei ole supennut do

valitse satunnaisesti m kpl havaintoa opetusaineistosta {x(1), . . . , x(m)}
ja niitä vastaavat tavoitearvot y(i)
laske gradientin estimaatti ĝ ← 1

m
∇θ

∑
i L(f(x(i); θ), y(i))

päivitä parametrin θ arvo θ ← θ − εkĝ
k ← k + 1

end while

Stokastinen gradienttimenetelmä (stochastic gradient descent, SGD) on
yksi yleisimmistä nykyisin käytössä olevista optimointialgoritmeista koneop-
pimisessa, erityisesti syväoppimisessa. Stokastisen gradienttimenetelmän suu-
rin ero tavalliseen gradienttimenetelmään on se, että tavallisessa gradient-
timenetelmässä käytetään yleensä koko opetusaineisto gradentin arvon esti-
moimiseen, kun taas stokastisessa gradienttimenetelmässä valitaan koko ope-
tusaineistosta pienempi otos, jonka avulla gradientti estimoidaan. Tämän es-
timaatin avulla voidaan sitten laskea parametrin päivitys. Stokastinen gra-
dienttimenetelmä esitellään tarkemmin algoritmissa 2. Stokastisen gradient-
timenetelmän etu on se, että opetusaineiston kasvaessa yhden päivityksen
laskeminen ei hidastu.
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Kun optimoinnissa käytetään stokastista gradienttimenetelmää, tulee op-
pimisen askelpituutta pienentää opetuksen edetessä, sillä gradientin estimoi-
miseen käytetty menetelmä tuo opetukseen virhettä joka ei katoa, vaikka
minimi saavutettaisiinkin. Riittävä ehto algoritmin 2 suppenemiselle on

∞∑
k=1

εk =∞ ja
∞∑
k=1

ε2k <∞.

Askelpituudelle voidaan käyttää esimerkiksi kaavaa εk = (1 − α)ε0 + αετ ,
missä α = k

τ
ja ε0 on ensimmäinen askelpituus. Askelpituus ε pienenee siis

kierrokseen τ asti, jonka jälkeen se pysyy vakiona ετ (Goodfellow ym. 2016).

3.1.3 ADAM

ADAM (Adaptive Moment Estimation) kehitettiin vuonnna 2014 kahden ai-
kaisemman optimointimenetelmän, AdaGradin sekä RMSPRopin pohjalta
(Kingma ja Ba 2014). ADAM perustuu tavoitefunktion ensimmäisen kahden
momentin estimoimiseen kyseisen tavoitefunktion gradientin avulla. Näistä
momenteista lasketaan ensin virhettä sisältävät estimaatit, joiden arvot myö-
hemmin korjataan virheen varalta. ADAM kuvataan tarkemmin algoritmissa
3.

3.2 Konvoluutioneuroverkko

Konvoluutioverkko (convolutional neural network, CNN) on suunniteltu eri-
tyisesti sellaisen aineiston käsittelyyn, jossa on tunnettu ruudukkomainen
rakenne. Esimerkkejä tällaisesta aineistosta ovat mm. aikasarjat sekä kuvat.
Konvoluutioverkossa syötteelle x tehdään konvoluutio ytimen w kanssa

s(t) = (x ∗ w)(t) =
∞∑

a=−∞

x(a)w(t− a).

Kun konvoluutiota toistetaan tarpeeksi monta kertaa, että koko syöte on käy-
ty läpi, saadaan tulokseksi piirrekartta, joka siirtyy eteenpäin neuroverkos-
sa. Konvoluution ansiosta verkossa on vähemmän optimoitavia parametreja,
sillä konvoluution seurauksena verkossa on harvoja yhteyksiä sekä samoja
yhteyksiä käytetään useassa eri kohdassa verkkoa.

Konvoluutiokerroksen jälkeen konvoluutioverkossa tulee usein koontiker-
ros (pooling layer), jossa lasketaan jokin yksi arvo lähekkäin olevien neu-
roneiden tuloksista. Yleisiä koontikerroksia ovat mm. maksimi, keskiarvo,
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Algoritmi 3 ADAM
Require: α: askelpituus
Require: β1, β2 ∈ [0, 1[: momenttien estimaattien eksponentiaaliset hajoa-

misvakiot
Require: f(θ): estimoitava stokastinen funktio, jolla on parametri θ
Require: θ0: parametrivektorin θ lähtöarvo
m0 ← 0 (ensimmäisen momenttivektorin lähtöarvo)
v0 ← 0 (toisen momenttivektorin lähtöarvo)
t← 0
while θt ei ole supennut do
t← t+ 1
gt ← ∇θft(θt−1)
mt ← β1 ·mt−1 + (1− β1)gt
vt ← β2 · vt−1 + (1− β2)g2t
m̂t ← mt

1−βt
1

v̂t ← vt
1−βt

2

θt ← θt−1 − α · m̂t√
v̂t+ε

end while
return θ

L2-normi sekä painotettu keskiarvo. Nämä koontikerrokset vaikuttavat verk-
koon siten, että jos verkon syöte muuttuu hiukan, ei verkon tulos muutu ol-
lenkaan. Verkosta tulee siis invariantti syötteen pienten muutosten suhteen.
Tämä ominaisuus on hyödyllinen kun tärkeämpää on jonkin piirteen olemas-
saolo kuin tarkka paikka. Koontikerrokset kaventavat verkkoa, eli pudottavat
aineiston resoluutiota.

Konvoluutiokerros kaventaa verkkoa, varsinkin jos käytetään suurta ydin-
tä. Tämän kaventumisen voi välttää lisäämällä nollia syötteen reunoille, jol-
loin voidaan pitää kerroksen syöte ja tulos saman kokoisina (Goodfellow ym.
2016).

Konvoluutiokerroksia, koontikerroksia sekä tavallisia kerroksia yhdistele-
mällä voidaan luoda syviä verkkoja jotka pystyvät havaitsemaan aineistosta
monimutkaisiakin piirteitä. Konvoluutioverkkoja on käytetty mm. esineiden
ja olentojen tunnistamiseen kuvista sekä kirjoituksen koneelliseen lukemiseen.

3.3 Long short-term memory -neuroverkko

Takaisinkytkeytyvät neuroverkot (recurrent neural network) ovat neuroverk-
koja joissa osa verkon neuroneista saa syötteenä verkon edellisen kerroksen
tuloksen lisäksi edellisen optimointikierroksen tuloksensa. Tämä mahdollis-
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Kuva 11: Konvoluution soveltaminen syötteeseen.

taa sen, että verkon neuronit pystyvät muistamaan aikaisemmin verkon läpi
kulkenutta informaatiota. Ominaisuus on hyödyllinen esimerkiksi konekään-
nöksissä, joissa tulee muistaa esimerkiksi aikaisemmin mainittu hahmon su-
kupuoli tai vaikka käännettävän sanan suku.

Tavallisen takaisinkytkeytyvän neuroverkon opettaminen on vaikeaa, sil-
lä gradienttia laskettaessa voi gradientti lähestyä nollaa tai ääretöntä, jolloin
neuroverkon opettaminen on mahdotonta. Tätä haastetta korjaamaan kehi-
tettiinkin vuonna 1997 LSTM-verkko (pitkä lähimuisti -verkko, long short-
term memory), jonka gradientin arvot pysyvät sellaisissa rajoissa, että verkko
on helpompi opettaa (Hochreiter ja Schmidhuber 1997). LSTM-verkkoja pa-
ranneltiin myöhemmin lisäämällä ns. "unohdusportti", jonka avulla verkko
voi itse oppia, mitä tietoa se säilöö ja kuinka kauan (Gers 2001).
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4 ARIMA-malli
Tässä kappaleessa lähteenä on käytetty lähdettä (Box ja Jenkins 1976).

Määritelmä 4.1. Määritellään viiveoperaattori

Bzt = zt−1, B
mzt = zt−m

sekä differenssioperaattori

∇zt = zt − zt−1 = (1− B)zt.

4.1 Stationaarisuus

Määritelmä 4.2. Aikasarja on vahvasti stationaarinen, jos m:n havainnon
zt1 , zt2 , . . . , zt−m yhteinen reunajakauma Fzt1 ,zt2 ,...,zt−m on sama kuin havain-
tojen zt1+k, zt2+k, . . . , zt−m+k yhteinen reunajakauma Fzt1+k,zt2+k,...,zt−m+k

.

Huomautus 4.3. Määritelmästä seuraa, että sarjan keskiarvo sekä varianssi
ovat vakiota koko aikasarjassa.

Aikasarjan stationaarisuutta voidaan testata esimerkiksi augmentoidul-
la Dickey-Fullerin testillä (Greene 2003). Jos aikasarja ei täytä stationaari-
suusehtoja, voidaan sitä pyrkiä muokkaamaan siten, että aikasarjasta tulee-
kin stationaarinen. Tälläisia muokkaustoimenpiteitä ovat esimerkiksi diffe-
rensointi sekä trendin ja kausiluonteen mallintaminen ja poistaminen. Dif-
ferensoinnissa aikasarjan arvosta ajanhetkellä t vähennetään saman aikasar-
jan arvo ajanhetkellä t − 1. Tämänkaltainen differenssi poistaa aikasarjas-
ta trendin, jos sellainen aikasarjasta löytyy. On myös mahdollista suorittaa
kaudellinen differensointi. Tällöin aikasarjan arvosta ajanhetkellä t vähenne-
tään saman aikasarjan arvo ajanhetkellä t − s, missä s on kauden pituus.
Jos siis tunnittaisessa aikasarjassa on viikon pituinen kausi, on kauden pi-
tuus 7 · 24 = 168. Differensointi voidaan purkaa lisäämällä aikasarjan arvoon
ajanhetkellä t siitä poistettu arvo, eli t− s, jossa s on differensoinnin kauden
pituus.

4.2 Autoregressiivinen prosessi

Määritelmä 4.4. Autoregressiivinen (autoregressive, AR) prosessi, jolla on
kertaluku p, on prosessi, joka on muotoa

z̃t = φ1z̃t−1 + φ2z̃t−2 + . . .+ φpz̃t−p + ε.
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Malli voidaan esittää myös autoregressiivisen operaattorin φ avulla

φ(B) = i− φ1B − φ2B
2 − . . .− φpBp,

jolloin kertalukua p oleva prosessi saa muodon

φ(B)z̃t = εt

Autoregressiivisessa prosessissa nykyinen arvo esitetään aikasarjan aika-
sempien arvojen sekä satunnaisen virheen ε avulla. Termi autoregressiivinen
viittaa siihen, että aikasarjan arvot selitetään saman aikasarjan aikaisempien
arvojen avulla.

4.3 Liukuvan keskiarvon prosessi

Määritelmä 4.5. Liukuvan keskiarvon (moving average, MA) prosessi, jol-
la on kertaluku q määritellään AR-prosessissakin esiintyneiden virheiden εt
avulla

z̃t = εt − θ1εt−1 − θ2εt−2 − . . .− θqεt−q.
Sama prosessi voidaan määritellä myös liukuva keskiarvo -operaattorin θ
avulla

θ(B) = 1− θ1B − θ2B2 − . . .− θqbq,
jolloin kertalukua q oleva MA-prosessi saa muodon

z̃t = θ(B)εt.

4.4 ARIMA-prosessi

Määritelmä 4.6. Autoregressiivinen integroitu liukuvan keskiarvon proses-
si (autoregressive integrated moving average, ARIMA) kertalukua (p, d, q)
määritellään yleistetyn autoregressiivisen operaattorin ϕ(B) avulla

ϕ(B) = φ(B)(1− B)d.

Tällöin ARIMA-prosessi saa muodon

ϕ(B)zt = θ(B)εt,

joka on yhtäpitävä lausekkeen

φ(B)wt = θ(B)εt

kanssa, missä wt = ∇dzt.
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5 Aineiston analysointi
Tässä tutkielmassa analysoidaan kahdesta saman ketjun kaupasta kerättyä
aineistoa. Kummastakin kaupasta on kerätty aineistoa, jossa on mitattu kau-
pan sähkönkulutusta. Kulutusta on mitattu usean mittarin avulla, joten säh-
könkulutustietoja on esimerkiksi kaupan pakasteiden ja jääkaappien kylmen-
nyksestä sekä ilmanvaihtolaitteista erikseen. Tutkielmassa analysoidaan mo-
lempien kauppojen sähkön kokonaiskulutusta sekä kylmäketjun ja ilmanvaih-
don alimittarointeja. Sähkön kokonaiskulutusta ei mitattu kaupoissa suoraan,
vaan kokonaiskulutus on laskettu summaamalla kaupoista mitatut alimitta-
roinnit yhteen.

Sähkönkulutusta on mitattu molemmissa kaupoissa yhden minuutin vä-
lein. Tämä aikaväli on kuitenkin hiukan liian lyhyt tutkielman tarkoitusta
varten, joten kaksi uutta aineistoa muodostettiin, joissa aikaväli on 15 ja 60
minuuttia. Tämä muunnos määritettiin laskemalla vierekkäisistä havainnois-
ta keskiarvot, jolloin saadaan muutettua aikaväliä suuremmaksi.

Kaupat ovat erilaisia, joten molempien kauppojenkin aineistot ovat eri
näköisiä. Kauppa 2 on vanhempi kuin kauppa 1, joten kaupan 2 sähkönku-
lutuksen keskiarvo on korkeampi kuin kaupan 1. Kaupassa 1 on myös au-
rinkopaneeleja jotka todellisuudessa vaikuttavat kaupan sähkönkulutukseen.
Tässä tutkielmassa ei kuitenkaan lähdetty tutkimaan aurinkopaneelien vai-
kutusta kaupan sähkönkulutukseen, joten aurinkopaneelien sähköntuotanto
jätettiin huomiotta.

5.1 Mallinvalinta

A B A A

A B

Kuva 12: Ylempi kuva kuvastaa ristiinvalidaatiota, jossa aineisto jaetaan sa-
tunnaisesti k osaan, joista yhtä käytetään mallin validointiin ja loppuja mal-
lin opettamiseen. Alemmassa kuvassa kuvataan aikasarja-aineiston validoin-
timenetelmää, jossa aineiston alkuosaa käytetään mallin opettamiseen ja lop-
puosaa mallin validointiin.

Tavallisissa tilastollisissa malleissa käytetään usein ristivalidointia, jossa
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opetusaineisto jaetaan satunnaisesti k osaan. Tämän jälkeen malli opetetaan
k− 1 osalla opetusaineistosta ja viimeinen osa jää mallin validointiin. Tämä
prosessi toistetaan jokaisella opetusaineiston k:lla osalla. Ristivalidointia ku-
vataan kuvassa 12. Ylempi kuva kuvastaa perinteistä ristivalidointia, jossa
A:lla merkityllä osalla aineistoa opetetaan tarkasteltava malli ja kirjaimella
B merkittyä osaa käytetään mallin validoinnissa (Hastie ym. 2001).

Perinteistä ristivalidointia ei kuitenkaan voida suorittaa aikasarja-aineistolle,
sillä aikasarjassa on ajasta riippuvia osia, kuten vaikka kausittaisuus ja tren-
di, jonka takia aikasarjaa ei voida jakaa satunnaisesti k osaan. Ongelma voi-
daan ratkaista valitsemalla aikasarjan alusta tietty osa mallin opetukseen ja
ylijäävä aineisto validointiin (Hastie ym. 2001). Kuvassa 12 alempi osa kuvas-
taa aikasarja-aineiston ristivalidointimenetelmää. Kirjaimella A merkitty osa
on mallin opettamiseen ja kirjaimella B merkitty osa mallin validointiin va-
rattua aineistoa. Aikasarja-aineiston validointimenetelmää voi muokata vielä
lähemmäs perinteistä ristivalidointia suorittamalla edellä kuvailtu validoin-
ti useampaan kertaan. Ensimmäiseen validointiin käytetään esimerkiksi vain
ensimmäiset 50 % aineistosta. Seuraavalla kerralla validointiin otetaan ai-
kaisemman 50 %:n lisäksi seuraavat 10 % alkuperäisestä aineistosta ja vali-
dointia suoritetaan niin kauan, että koko aineisto on käytössä joko opetuk-
seen tai validointiin. Tässä tutkielmassa päätettiin hyödyntää ensin kuvailtua
aikasarja-aineiston validointimenetelmää.

Mallin hyperparametreilla tarkoitetaan niitä parametreja, joita ei mää-
ritetä mallin opetusvaiheessa vaan ennen sitä. Näitä hyperparametreja ovat
mm. kerrosten lukumäärä ja leveys neuroverkoissa, ARIMA-mallin kertaluku
ja SVR-mallissa C, ε sekä γ, jos tukivektoriregressiossa käytetään ydinfunk-
tiona radiaalikantafunktiota.

x

y

0 1 2 3 4
0

1

2

3

4

Kuva 13: Hilaetsintä

Hilaetsintä (grid search) on menetelmä, jolla voidaan etsiä tarkastelta-
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vien mallien hyperparametreja. Hilaetsinnässä valitaan etukäteen tietyt ar-
vot jokaiselle määritettävälle hyperparametrille. Etsintää suoritettaessa kaik-
ki etukäteen valittujen arvojen yhdistelmät käydään läpi ja jokaiselle hyper-
parametrien yhdistelmistä lasketaan jokin mallin hyvyyden mittari. Tämän
mittarin avulla valitaan lopuksi parhaiten menestyvä hyperparametrien yh-
distelmä. (Hsu ym. 2003).

Malleja muodostettaessa aineistot jaettiin kolmeen osaan: opetus-, vali-
dointi- sekä testausosaan. Opetusosaa käytettiin nimensäkin mukaan mal-
lien opettamiseen, validointiosaa mallien hyperparametrien määrittämiseen
ja testausosan avulla arvioitiin valitun mallin toimivuutta, eli sitä, miten
mallin ennustukset yleistyvät aineistoon, jota ei ole käytetty mallinvalinnas-
sa. Opetusosaan otettiin aineiston ensimmäiset 60 % sekä validointi- ja tes-
tausosiin kumpaankin 20 % aineistosta siten, että validointiosaan kuuluu
opetusosan jälkeiset 20 % ja testausosaan loput 20 % aineistosta. Tämä jako
tehdään sen takia, että mallin opetukseen ei käytetä testiaineiston informaa-
tiota. Validointiosan tarkoituksena on optimoida mallien niitä parametreja,
joita mallin opettamiseen käytetty algoritmi ei pysty muuttamaan. Aineiston
testiosaa ei siis käytetä ollenkaan minkään mallin parametrin viilaamiseen,
vaan pelkästään mallin ennusteiden tarkkuuden määrittämiseen.

Hyperparametreja valittaessa muodostettiin ja opetettiin useita erilaisia
malleja samasta malliluokasta ja laskettiin kaikkien muodostettujen mallien
validointiosien aineiston virhe. Näistä muodostetuista malleista valittiin jat-
koon se, jonka virhe oli pienin.

Neuroverkkomallien hyperparametreja valittaessa kokeiltiin yksi-, kaksi-
ja kolmikerroksisia neuroverkkoja. Jokaisen kerroksen leveyksiä vaihdettiin
mallinvalinnan aikana. Neuroverkkojen hyperparametreihin kuuluu myös ai-
kakausien lukumäärä sekä opetuserän koko. Neuroverkkomallit ovat luonteel-
taan stokastisia, joten jokaisen uuden opetettavan mallin tulos on eri kuin
aikaisemmalla mallilla. Tämän vuoksi jokaisesta neuroverkkomallista opetet-
tiin useampi yksittäinen malli joista paras otettiin mukaan arviointiin.

ARIMA-mallien kertaluvun valinnassa tehtiin hilaetsintä, jossa kokeiltiin
useita kertalukuvaihtoehtoja ja näistä kertaluvuista valittiin lopuksi parhai-
ten toimiva. Hilaetsintään valittuja parametreja rajattiin aineistosta estimoi-
dun autokorrelaatio- ja osittaisen autokorrelaatiokuvaajien avulla. Myös tu-
kivektoriregression tapauksessa tehtiin hilaetsintä, jonka hilaan valittiin laaja
määrä kokeiltavia lukuarvoja.

ARIMA-mallia sovitettaessa huomattiin, että mikään tarkastelluista ai-
kasarjoista ei ollut stationaarinen. Koska aikasarjassa on sen luonteen takia
selvä viikottainen kausi, tehtiin aikasarjoille kaudellinen differensointi, jolloin
augmentoidun Dickey-Fullerin testin mukaan aikasarjat olivat stationaarisia.
Malli sovitettiin tällöin differensoidulle aikasarjalle ja tehdyt ennustukset oli-
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vat myös tämän aikasarjan arvoja. Differensoitu aikasarja muutettiin tulkin-
taa varten takaisin alkuperäiseksi purkamalla differensointi.

5.2 Mallien arviointi

Mallien arviointiin käytettiin kahta virhefunktiota, keskineliövirheen neliö-
juurta (root mean square error, RMSE) ja tämän normalisoitua versiota (nor-
malized root mean square error, NRMSE).

RMSE =

√∑N
i=1(ŷi − yi)2

N

NRMSE =
RMSE

ymax − ymin
missä y on sähkönkulutuksen havaittu arvo, ŷ sähkönkulutuksen ennustettu
arvo ymax ja ymin ovat sähkonkulutuksen suurin ja pienin arvo. NRMSE:n
määritelmän perusteella voidaan NRMSE:n arvo esittää myös prosentteina,
jos sen arvo kerrotaan sadalla prosentilla. Tämä mahdollistaa jonkinasteisen
vertailun eri aineistojen mallien välillä.

5.3 Analyysiin käytetty ohjelmisto

Tämän tutkielman analyysien suorittamiseen käytettiin Python-ohjelmointi-
kieltä (Python Software Foundation). Aineiston muokkaukseen ja lataami-
seen ohjelman käyttöön käytettiin pythonin kirjastoa pandas (McKinney
2010). ARIMA- ja SVR-mallien muodostamiseen käytettiin statsmodels-kirjastoa
(Seabold ja Perktold 2010). Neuroverkkojen muodostamiseen taas käytettiin
Keras-kirjastoa jota käytettiin TensorFlow-kirjaston päällä (Chollet 2015;
Abadi ym. 2015).

5.4 Mallien toteutus

Ennen mallien muodostamista muokattiin kerätty aineisto sopivaan muotoon
ohjattua oppimista varten. Aineisto muokattiin matriisiin, jossa yksi sarake
sisältää ennustusta edeltäviä havaintoja viikon ajalta. Matriisiin muokattiin
myös sarakkeet jotka sisältävät tehtävän ennustuksen oikeat, havaitut ar-
vot. Ohjatun oppimisen periaatteen mukaan nämä ennustusta edeltävät ar-
vot syötetään malliin, joka antaa ennusteen ja mallin toimintaa korjataan
havaittujen arvojen avulla.

Neuroverkkojen yhteisiä hyperparametreja ovat aikakausien lukumäärä
ja eräkoko. Aikakausien lukumäärä tarkoittaa sitä, kuinka monta kertaa ope-
tukseen käytettävä aineisto käydään kokonaisuudessaan läpi. Eräkoko taas
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tarkoittaa sitä, kuinka monta syötettä neuroverkolle annetaan, ennen kuin
neuroverkon painoja muutetaan. Opetuksen aikana voidaan siis laskea usean
opetusaineiston havainnon virhe neuroverkossa, jonka jälkeen voidaan suorit-
taa painojen muutos koko erän havaintojen virheiden avulla. Tämä vähentää
opetuksen laskennallista taakkaa, joten suurempi eräkoko nopeuttaa yhden
aikakauden läpikäymiseen tarvittavaa aikaa.

Tavallisessa eteenpäinsyöttävässä neuroverkossa sekä konvoluutioneuro-
verkossa neuroverkkojen syötteenä käytettiin yhden viikon sähkönkulutuk-
sen havaintoarvoja. Näiden arvojen perusteella malli ennustaa tulevaisuutta
24 tai 2 tuntia riippuen siitä, onko kyseessä 60 vai 15 minuutin ainiesto. Tu-
kivektoriregressiossa aineisto muotoillaan samalla tavalla. Tukivektoriregres-
siomalleissa tosin jokaisen ennustuksen syötteenä käytettiin kahden edellisen
viikon arvoja aikasarjasta, sillä se tuotti parempia tuloksia kuin pelkän yhden
viikon käyttäminen.

LSTM-mallissa LSTM-neuroneilla on eräänlainen sisäinen tila, johon ne
voivat tallentaa tietoa. Halusinkin kokeilla, voisiko LSTM-verkko oppia ai-
kasarjan rakenteen, jos sille annetaan vain yksi havainto kerrallaan. Ohjel-
miston rakenteen vuoksi tämä asettaa rajoituksia erän koolle. Jokaisen ope-
tuserän jälkeen neuroneiden sisäinen tila nollataan, joten eräkoon tulee olla
suhteellisen suuri, että oppiminen edes olisi mahdollista.

ARIMA-mallin opetuksessa mallille syötettiin koko opetusaineisto ker-
ralla mallin luonteesta johtuen. ARIMA-malli opetetaan suurimman uskot-
tavuuden menetelmällä, joten koko opetusaineisto tarvitaan kerralla mallin
opettamiseen.

Kaikki muut mallit paitsi tukivektoriregressio pystyvät suoraa ennusta-
maan useita askelia eteenpäin. Tukivektoriregressio antaa tuloksena vain yh-
den ennustuksen, sillä se on regressiomalli. Tukivektoriregression käyttämi-
seksi usean askeleen ennustamiseen tulee siis kehittää erilainen lähestymista-
pa. Tähän voidaan käyttää joko suoraa tai toistettua ennustamismallia. Suo-
rassa ennustamismallissa luodaan useita malleja, joista jokainen ennustaa
yhden askeleen eteenpäin. Ensimmäinen malli ennustaa suoraan seuraavan
askeleen, toinen malli ensimmäisen mallin ennustetta seuraavan askeleen ja
niin edelleen, kunnes haluttu ennustuksen pituus on saavutettu. Malleja tulee
siis opettaa sitä enemmän mitä pitempi ennustus halutaan. Toistetussa en-
nustamisessa opetetaan vain yksi malli koko opetusaineistolla, joka ennustaa
aina seuraavan askeleen. Tällä mallilla ennustettaessa käytetään seuraavan
ennusteen saamiseksi aina edellistä ennustetta. Toisen ennustusaskeleen en-
nustamiseen käytetään siis osin havaittuja arvoja, mutta viimeisin havainto
onkin ensimmäinen ennustusaskel.
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6 Tulokset
Mallien tulokset esitellään taulukoissa 3 ja 4. Taulukoissa esitetään keskine-
liövirheen neliöjuuri ja tämän normalisoitu versio jokaisesta mallista. Aineis-
ton jokaiselle alimittaroinnille esitetään tulokset sekä 60 minuutin että 15
minuutin aineistolle jokaisella käytössä olleella mallilla. Taulukossa 1 esitel-
lään tulostaulukoissa käytetyt nimitykset eri alimittaroinneille. Vertailtavien
menetelmien lyhenteet on esitelty taulukossa 2.

Nimitys Tarkoitus
total Kaupan kokonaisenergiankulutus
IV Kaupan iv-laitteiden energiankulutus

kylmälaitteet Kaupan kylmälaitteiden energiankulutus
jääkaapit Kaupan jääkaappien energiankulutus
pakastimet Kaupan pakastimien energiankulutus

Taulukko 1: Selitteet aineistossa käytetyille alimittaroinneille

Lyhenne Selite
FF Tavallinen eteenpäinsyöttävä neuroverkko

LSTM Pitkän lähimuistin verkko (Long short-term memory)
CNN Konvoluutioneuroverkko

ARIMA Autoregressiivinen integroitu liukuvan keskiarvon prosessi
SVR Tukivektoriregressio

Taulukko 2: Selitteet tutkielmassa käytetyille menetelmille

Taulukosta 3 huomataan, että kaupassa 1 parhaiten pärjännyt malli oli
selkeästi epälineaarinen tukivektoriregressio. Se selvisi parhaimmaksi malliksi
kokonaiskulutuksen ennustamisessa sekä molempien alimittarointien osalta.
Tukivektoriregressio ei kuitenkaan ollut kaupan 1 ainoa hyvin selviytynyt
malli. Kokonaiskulutuksen ennustamisessa hyvin toimivat myös tavallinen
eteenpäinsyöttävä neuroverkko erityisesti 15 minuutin aineistolla.

Kaupan 2 tulokset näkyvät taulukosta 4. Taulukosta huomataan, että
kaupassa 2 paras malli melkein jokaiselle alimittaroinnille oli tukivektori-
regressio. Yhdessä ennustustilanteessa ARIMA-mallin tuottama ennustus oli
tarkempi kuin tukivektoriregression ennustus. Toisaalta tukivektoriregressio
ei ollut paras malli kaupan kokonaiskulutusta ennustettaessa, jossa parhaak-
si malliksi selvisivät tavallinen eteenpäinsyöttävä neuroverkko sekä ARIMA-
malli.
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Parhaiten toimineiden mallien tarkastelun lisäksi mielenkiintoista on tar-
kastella toiseksi parhaiten toimineita malleja, sillä molempien kauppojen
parhaimpia malleja oli monessa tapauksessa tukivektoriregressio. Kaupas-
sa 1 toiseksi parhaaksi malleiksi selvisivät kokonaiskulutuksen ennustamises-
sa konvoluutioneuroverkko (CNN), eteenpäinsyöttävä neuroverkko (FF) sekä
tukivektoriregressio (SVR). Ilmanvaihdon alimittaroinnissa toiseksi parhaita
malleja olivat samalla tavalla CNN ja FF, mutta tässä alimittaroinnissa myös
ARIMA oli toiseksi parhaiten ennustava malli yhdessä tapauksessa. Kylmän
tuotannon alimittaroinnissa toiseksi paras malli oli luotettavasti FF.

Kaupassa 2 toiseksi parhaita malleja kokonaiskulutuksen ennustamises-
sa olivat SVR-, ARIMA- sekä FF-mallit. Tukivektoriregressio ei siis jostain
syystä onnistunut ennustamaan kaupan 2 kokonaiskulutusta kovinkaan tar-
kasti, sillä se ei ollut yhdessäkään tutkituista tilanteista paras malli, ja toisek-
si paras malli vain yhdessä näistä tapauksista. Kaupan 2 ilmanvaihdon ali-
mittaroinnin sähkönkulutuksen ennustamisessa FF- ja ARIMA-mallit olivat
toiseksi parhaiten ennustaneita malleja. Jäähdytysalimittaroinneissa kaupan
2 toiseksi parhaiten ennustaneita malleja olivat FF-, CNN- ja ARIMA-mallit.
Kaupan 2 tapauksessa ARIMA-malli oli yllättävän monta kertaa parhaiten
tai toiseksi parhaiten ennustava malli verrattuna kauppaan 1, jossa ARIMA
ei pärjännyt lähestulkoon ollenkaan.

Kuva 14: Käyrät kaupan 1 ennusteille ylävasemmalta alaoikealle: total
60min→24h, total 15min→2h, IV 60min→2h ja kylmälaitteet 60min→36h,
missä aineiston mittausväli→ennustuksen pituus. Kuvaajien x-akseli on aika-
akseli ja y-akseli energiankulutus.

Yksittäiset kuvat kuvassa 14 näyttävät muutaman kaupan 1 parhaiten
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ennustavista malleista. Ylärivi kuvaa ennustuksia, jotka on tehty 60 ja 15
minuutin aineistolle 24 ja 2 tunnin ennustepituuksilla. Alarivillä ennustukset
ovat molemmat 60 minuutin aineistolle, mutta 2 ja 36 tunnin ennustepituuk-
sille.

Kuva 15: Käyrät kaupan 2 ennusteille ylävasemmalta alaoikealle: total
60min→36h, pakastimet 15min→2h, jääkaapit 60min→24h ja jääkaapit
15min→24h, missä aineiston mittausväli→ennustuksen pituus. Kuvaajien x-
akseli on aika-akseli ja y-akseli energiankulutus.

Yksittäiset kuvat kuvassa 15 näyttävät muutamia kaupan 2 parhaimmista
ennustuksista. Kuvat ylävasemmalta alaoikealle ovat 60 minuutin kokonais-
kulutuksen aineiston 36 tunnin ennuste, 15 minuutin jääkaappien tekemisen
aineiston 2 tunnin ennuste, sekä jääkaappien 60 ja 15 minuutin aineisto 24
tunnin ennusteilla.

Monissa ennustuksissa näiden ennustusten ja oikeiden havaittujen arvo-
jen huippukohdat osuvat eri ajankohtiin. Ennustukset myös usein arvioivat
tehon liian suureksi kuin mitä se todellisuudessa on. Tämä vaikeuttaa ennus-
tusten soveltamista esimerkiksi huippukuormien leikkaamiseen. Jotkut yri-
tykset maksavat sähköstään huippukulutuksensa mukaan, joten jos yritykset
voisivat pienentää suurinta hetkellistä kulutustaan, saataisiin sähkön koko-
naishinnassa säästöjä.
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Kuva 16: Ennuste 15 minuutin aineiston 2 tunnin ennustuksen parhaalle
mallille kaupan 2 IV-alimittaroinnille. Kuvaajien x-akseli on aika-akseli ja
y-akseli energiankulutus.

Kuten kuvasta 16 voidaan nähdä, mallit eivät oppineet ennustamaan ti-
lannetta, jossa kulutus pysyy jonkin aikaa todella tasaisena. Tällaisissa tilan-
teissa ennuste pyörii oikean arvon ympärillä pitäen ennustuksen keskiarvon
suunnilleen oikeana.

Kuva 17: Tukivektoriregression ennuste kaupan 2 aineistolle. Kuvaajien x-
akseli on aika-akseli ja y-akseli energiankulutus.
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Tukivektoriregressio toimi suhteellisen hyvin suurimmalla osasta kaupan
2 aineistoa. Kuitenkin aineiston testausosassa tukivektoriregression ennus-
tuksen keskiarvo nousi oikeiden havaintojen keskiarvon yläpuolelle, jolloin
virhe kasvoi. Kuvassa 17 havainnollistetaan tätä muutosta.
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7 Pohdinta
Tutkielmassa oli tarkoituksena kokeilla, kuinka hyvin eri koneoppimismal-
lit ja tilastolliset mallit ennustavat aikasarjoja kun niille annetaan ainoina
syötteinä saman aikasarjan edellisiä arvoja. Tutkielmassa sovitettiin viiden
eri malliperheen malleja neljälle aikasarjalle, jotka johdettiin kahden kau-
pan sähkönkulutusaineistosta. Tutkituille aikasarjoille valittiin parhaat mal-
lit, jossa hyödynnettiin neliöidyn keskivirheen nelilöjuurta virhefunktiona.
Kolmella neljästä aikasarjasta oli selvästi parhaiten suoriutunut malli, kun
taas yhdellä aikasarjalla kaksi mallia toimivat yhtä hyvin. Ensimmäisen kau-
pan parhaiten toimineet mallit perustuivat molemmat suoran ennustuksen
tukivektoriregressioon. Toisen kaupan parhaiten menestyvistä malleista kak-
si oli tavallisia eteenpäinsyöttäviä neuroverkkoja ja yksi ARIMA-malli. Par-
haiten toimivien mallien normalisoitu RMSE oli suhteellisen pieni, 10-13%.

ARIMA-malli suoriutui yllättävän hyvin kaupassa 2. Ennen kuin ARIMA-
malli sovitettiin aineistoon, tehtiin aineistolle kaudellinen differensointi, jossa
aikasarjan arvosta ajanhetkellä t vähennettiin saman aikasarjan arvo ajan-
hetkellä t− s, missä s kertoo kuinka monta mittausta tapahtuu viikossa. En-
nustusten tekemisen jälkeen aikasarjaan lisättiin takaisin aikaisemmin pois-
tetut arvot, joten aikasarjan kausittaisuus pysyi hyvin vahvasti samana kuin
aikaisemminkin. Tämä voisi viitata siihen, että kaupan 2 aineistossa kausi
selittää suuremman osan kaupan sähkönkulutuksesta kuin kaupassa 1. Tä-
mä taas viittaisi siihen, että kaupan 2 sähkönkulutus on säännöllisempää
kuin kaupassa 1. ARIMA-malli on myös rakenteeltaan lineaarinen ja neuro-
verkot pystyvät mallintamaan sekä lineaarisia, että epälineaarisia rakenteita
hyvin, joka mahdollisesti viittaa siihen, että kaupan 2 aineiston rakenne on
rakenteeltaan lineaarista ja kaupan 1 aineisto ei.

Tässä tutkielmassa tavoitteena oli saavuttaa mahdollisimman hyvä en-
nustustarkkuus hyvin yksinkertaisilla malleilla, joiden opettamisessa käytet-
tiin vain ennustettavan aikasarjan aikaisempia arvoja. Opetettavien mallien
ei ollut siis tärkeää mallintaa aikasarjojen piileviä rakenteita, vaan ennustaa
mahdollisimman tarkasti. Neuroverkot voivat oppia hyvinkin monimutkai-
sia malleja, joten neuroverkkoa opetettaessa tärkeää on löytää arkkitehtuuri,
joka on tarpeeksi leveä ja syvä, että neuroverkko voi oppia ennustamaan an-
nettua aikasarjaa. Toisaalta, jos arkkitehtuuri on liian syvä ja leveä, kestää
opetuksessa kauan aikaa. ARIMA-mallissa ennustuksen luominen taas perus-
tuu siihen, että aikasarjan piilevistä rakenteista tiedetään jotakin. Aikasar-
jan rakenteen perusteella pyritään selvittämään sopiva prosessi, jonka avulla
aikasarjan käyttäytymistä voidaan mallintaa ja sitä kautta myös ennustaa.
Neuroverkkojen opettamisessa keskitytään pelkästään ennustuksen pätevyy-
teen, kun ARIMA-mallissa taas pyritään päättelemään aikasarjan tuottaneen
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prosessin ominaisuuksia. Tukivektoriregressio taas on jossain neuroverkkojen
ja ARIMA-mallin välillä tässä suhteessa.

8 Tuleva tutkimus
Tutkielmassa käytettyä aineistoa kerätään jatkuvasti lisää. Tulevaisuudessa
voitaisiinkin tarkastella aineiston mallintamista ja ennustamista, kun aineis-
toa on kertynyt enemmän, jolloin voitaisiin paremmin mallintaa mm. aineis-
ton vuositason vaihteluita. Suurempi aineisto saattaisi lisäksi auttaa paran-
tamaan jo tässä tutkielmassakin muodostettujen mallien tarkkuutta. Ana-
lyysiin voitaisiin kokeilla myös muita koneoppimisen malleja kuten vaikka
yhteismalleja (ensemble models), joissa useamman mallin ennusteet yhdis-
tetään lopullisen ennusteen tekemiseksi. Tälläisilla yhteismalleilla tiedetään
olevan erityisen hyviä ominaisuuksia.

Tässäkin tutkielmassa muodostettujen mallien ennustuksia voitaisiin myös
hyödyntää muualla, kuten vaikka sähkömarkkinoilla sähkönkulutuksen en-
nustamiseksi. Sähkömarkkinoilla on myös mahdollista pyrkiä ennustamaan
omaa sähkönkulutustaan ja siirtämään sitä ajankohtiin, jolloin sähköhinnat
ovat matalemmalla. Tähän tarkoitukseen voitaisiin pyrkiä hyödyntämään esi-
merkiksi syvää vahvistusoppimista. Vahvistusoppimisen avulla voitaisiin luo-
da järjestelmä, joka käyttää ennustuksia hyväkseen sähkön kokonaishinnan
alentamiseksi.
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