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 Résumé  

Les espèces exotiques envahissantes végétales (EEEv) sont actuellement considérées 

comme étant à l’origine de plusieurs types d’impacts négatifs dont la perte de la 

biodiversité et l’altération du fonctionnement des écosystèmes. Dans l’agglomération de 

Québec, la présence de plusieurs EEEv et les informations partielles sur leur distribution 

territoriale limitent la mise en place de stratégies efficaces de contrôle et d’éradication. Ces 

données sur la distribution territoriale peuvent être acquises à partir des inventaires in situ. 

Cependant, ces derniers nécessitent beaucoup de temps surtout dans les milieux envahis 

par plusieurs EEEv en même temps tels que les milieux urbains. Ces inventaires ne sont 

également pas adaptés financièrement et techniquement, lorsqu’il s’agit de grandes 

étendues ou lorsque les conditions topographiques ne sont pas favorables. La télédétection 

pourrait être utilisée pour contrer ces limites afin de cartographier les EEEv, suivre leur 

prolifération et intervenir rapidement. Le but de cette étude consistait donc à élaborer une 

méthode de cartographie multi-espèces par télédétection de cinq EEEv terrestres présentes 

dans l’agglomération de Québec, à savoir la renouée du Japon (Fallopia japonica), le 

phragmite (Phragmites australis), la berce du Caucase (Heracleum mantegazzianum), le 

nerprun bourdaine (Frangula alnus) et le nerprun cathartique (Rhamnus cathartica). 

L’approche méthodologique consistait à réaliser une cartographie mono-date et multi-date 

à l’aide d’images satellitaires WorldView-3 acquises en été, SPOT-7 et GeoEye-1 acquises 

en automne. Une classification orientée-objet combinée à des méthodes d’apprentissage 

automatique non paramétriques, à savoir Support Vector Machine (SVM), Random Forest 

(RF) et Extreme Gradient Boosting (XGBoost) a été utilisée afin de produire des 

probabilités de présence de ces EEEv. La cartographie des nerpruns a été réalisée à part car 

leur faible présence sur la zone d’étude et leur distribution sous-couvert à faible densité a 

nécessité un ajout de l’image GeoEye-1 et un paramétrage des méthodes différent de celui 

utilisé pour les trois premières EEEv. La combinaison des images WorldView-3 et SPOT-

7 a permis d’atteindre d’excellentes performances pour les trois premières EEEv, avec un 

coefficient Kappa de 0,85 et une précision globale de 91 % en utilisant RF. Les 

performances individuelles des classes basées sur l’indicateur F1-score ont montré que la 

renouée du Japon est mieux détectée (F1-score maximal = 0,95), que la berce du Caucase 

(F1-score maximal = 0,91) et le phragmite (F1-score maximal = 0,87). La classification 



iv 

 

 

 

multi-date des nerpruns est, par contre, moins performante par rapport à celle des autres 

espèces avec un coefficient Kappa égal à 0,72, une précision globale de 83 % et F1-score 

maximal égal 0,62. Cette étude montre la possibilité de cartographie et suivi des principales 

EEEv selon une approche multi-date. Les limites de cette étude, à savoir la faible quantité 

de données de référence d’EEEv, les coûts élevés d’acquisition et la faible disponibilité des 

images satellitaires à très haute résolution spatiale ainsi que la distribution des nerpruns en 

sous-couvert (dans notre zone d’étude) pourraient être réduites en utilisant des images plus 

accessibles en combinaison avec les techniques de super-résolution. Les données LiDAR 

à haute densité pourraient également être intégrées à l’imagerie optique afin d’améliorer 

les performances de cartographie des nerpruns. 

Mots clés : Cartographie, espèces exotiques envahissantes, imagerie multispectrale, 

classification multi-date par analyse orientée-objet, apprentissage automatique. 
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 Avant-propos 

Trois parties principales constituent l’essentiel de ce mémoire. La première partie met en 

contexte l’étude réalisée et présente les objectifs de travail. La deuxième partie est 

constituée de deux manuscrits d’articles scientifiques. Le premier manuscrit dont le titre 

est « Mapping invasive alien plant species with very high spatial resolution and multi-date 

satellite imagery using object-based and machine learning techniques: A comparative 

study » a été soumis le 04 Août 2022 au journal scientifique GIScience & Remote Sensing. 

Le titre du deuxième manuscrit est « Mapping common and glossy buckthorns (Frangula 

alnus and Rhamnus cathartica) using multi-date satellite imagery WorldView-3, GeoEye-

1 and SPOT-7» et a été soumis au journal scientifique International Journal of Digital 

Earth le 08 Août 2022. La preuve de soumission de ces manuscrits est présentée à l’annexe 

1 et 2, respectivement. 

La troisième partie du mémoire présente une discussion générale des résultats obtenus et 

une conclusion générale qui mentionnent les principaux apports du projet, les limites 

rencontrées et perspectives pour les projets futurs. 
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1. Introduction 

1.1. Mise en contexte 

A travers le monde, la biodiversité est soumise à plusieurs sources de perturbation dont les 

activités humaines et la variation des conditions environnementales telles que celles 

associées aux changements climatiques (Kumar Rai et Singh, 2020). Le changement de ces 

conditions peut entrainer, dans des milieux naturels, la disparition d’espèces indigènes au 

profit de nouvelles espèces exotiques qui n’étaient pas présentes avant la perturbation. 

L’installation de ces nouvelles espèces est en partie possible suite au transport intentionnel 

ou non lors des mouvements de la population (Young et Larson, 2011). Le transport, 

l’installation et la prolifération de ces espèces dans ces nouveaux milieux peuvent 

engendrer des conséquences négatives (Kumar Rai et Singh, 2020). Elles deviennent ainsi 

des espèces exotiques envahissantes (EEE) dès lors que les impacts négatifs commencent 

à se manifester (Shine, 2007).  

Les EEE végétales (EEEv) sont actuellement considérées comme étant l’une des causes 

principales de la perte de la biodiversité à travers le monde (Langmaier et Lapin, 2020; 

Paz-Kagan et al., 2019; Guido et Pillar, 2017; Early et al., 2016; IUCN Council, 2000). 

Des impacts d’ordre socio-économique sont également observés dans des milieux 

nouvellement envahis et varient selon la biologie de l’espèce et la vulnérabilité du milieu 

concerné (Jensen et al., 2020; Roy et al., 2019; Shackleton et al., 2018). Ces impacts 

concernent, par exemple, les coûts liés à la gestion et l’éradication des EEEv, la perte de la 

valeur des terres envahies ainsi que les maladies provoquées par certaines de ces espèces 

(p. ex. dermatite au contact de la sève de certaines plantes telle que la berce du Caucase 

(Heracleum mantegazzianum)) (Kelsch et al., 2020; Lavoie et al., 2014 ;Vilà et al., 2010).  

1.2. Problématique 

Face à cette menace, des méthodes efficaces et efficientes sont nécessaires afin de prévenir 

ces différents types d’impacts. Au Canada, la stratégie nationale sur les EEEv se concentre 

sur quatre axes principaux, à savoir la prévention de nouvelles invasions, la détection 

précoce de nouveaux envahisseurs, l’intervention rapide en présence de nouveaux 

envahisseurs ainsi que la gestion des EEEv qui sont établies ou qui se répandent 

(Environnement Canada, 2004). La réussite de cette stratégie nécessite des informations 

https://www.frontiersin.org/articles/10.3389/fpls.2020.524969/full#B49
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relativement complètes et facilement interprétables en ce qui concerne la distribution 

territoriale et le niveau d’infestation par ces espèces. Ces données sur la répartition 

territoriale ont été, dans le passé, principalement acquises à partir des inventaires in situ 

relevés par positionnement GNSS (Global Navigation Satellite Systems) ou encore par 

interprétation des photos aériennes (Royimani et al., 2019; Lawrence et al., 2006). 

Cependant, ces méthodes nécessitent beaucoup de temps, et ne sont pas financièrement et 

techniquement adaptées, surtout lorsqu’il s’agit de grandes étendues ou lorsque les 

conditions topographiques ne sont pas favorables (Royimani et al., 2019; Lawrence et al., 

2006). L’utilisation de la télédétection pourrait donc être une alternative plus favorable au 

suivi et gestion des EEEv (Dash et al., 2019; Niphadkar, 2016). Cette technologie permet 

d’établir une distribution spatiale sur de vastes étendues et avec des intervalles de temps 

plus courts que les inventaires in situ, facilitant ainsi la détection précoce qui constitue un 

des facteurs de succès dans l’éradication, avant que des vastes étendues ne soient affectées 

(Dash et al., 2019; Early et al., 2016; Ustin et al., 2002).  

Plusieurs études utilisant des méthodes de classification automatique ou semi/automatique 

à partir des données de télédétection ont été réalisées (Rizaludin Mahmud et al., 2020; 

Ewald et al., 2020; Labonté et al., 2020; Martínez-Sánchez et al., 2019; Kattenborn et al., 

2019). Ces études ont démontré un potentiel intéressant de l’utilisation de la télédétection 

dans la gestion de ces invasions ainsi que la nécessité de développer des méthodes adaptées 

à chaque espèce et son environnement. Cependant, peu d’études se sont intéressées à la 

cartographie de plusieurs EEEv sur un même territoire et la plupart d’entre elles ont été 

réalisées dans des milieux naturels relativement homogènes et de faibles étendues (Michez 

et al., 2016; Ustin et al., 2002). Certains milieux plus hétérogènes tels que les milieux 

urbains sont souvent envahis par plusieurs EEEv, ce qui pose des défis de gestion. 

Au Québec, plusieurs EEEv occupent certains milieux terrestres et aquatiques (Lavoie et 

al., 2014). La cartographie de la répartition complète de ces espèces n’a pas encore été 

réalisée, et les gestionnaires ne disposent que d’informations partielles collectées sur le 

terrain par positionnement GNSS, ou à travers la plateforme SENTINELLE mise en place 

par le Ministère de l’Environnement et de la Lutte contre les changements climatiques 

(MELCC, 2020), et qui permet de colliger des observations effectuées par le grand public. 

De plus, le potentiel de la télédétection pour l’aide à la détection précoce et la gestion des 
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EEEv sur notre territoire d’intérêt (agglomération de Québec) n’a pas encore été 

exploré. L’agglomération de Québec a en effet exprimé le besoin d’obtenir une 

cartographie complète de son territoire pour plusieurs EEEv, donnée qui servira notamment 

pour la planification de l’aménagement du territoire. Ce projet a été réalisé en collaboration 

avec le Centre d’enseignement et de recherche en foresterie (CERFO). 

2. Objectif de recherche 

L’objectif principal de cette étude consiste à réaliser une classification multi-espèce de cinq 

EEEv terrestres présentes dans l’agglomération urbaine de Québec. Il s’agit de la renouée 

du Japon (Fallopia japonica), du phragmite (Phragmites australis), de la berce du Caucase 

(Heracleum mantegazzianum), du nerprun bourdaine (Frangula alnus) et du nerpun 

cathartique (Rhamnus cathartica). Pour ce faire, les objectifs spécifiques suivants sont 

visés :  

 

  Explorer l’utilisation des techniques d’apprentissage automatique et l’analyse orientée-

objet; 

  Explorer l’exploitation de l’imagerie multi-date à très haute résolution spatiale; 

  Procurer une approche cartographique aux gestionnaires afin d’effectuer un suivi de la 

distribution spatiale de ces espèces et ainsi d’agir efficacement et rapidement vis-à-vis 

des risques sur les milieux.   

3. Cadre théorique 

3.1. Espèces exotiques envahissantes : définitions 

Afin d’aider les gestionnaires à mieux appréhender la notion d’EEEv, la communauté 

scientifique ainsi que d’autres institutions environnementales ont proposé certaines 

définitions permettant de mieux comprendre dans quelle catégorie classer une espèce et 

agir correctement vis-à-vis de cette espèce. Ainsi, certaines études se sont intéressées à la 

clarification des termes utilisés pour qualifier les espèces nouvellement introduites dans un 

milieu (Gbedomon et al., 2020; Colautti et MacIsaac, 2004; Richardson et al., 2000). Avant 

de définir une EEEv, il est d’abord utile de définir une espèce exotique. L’Union 

internationale pour la conservation de la nature (IUCN) définit une espèce exotique comme 

toute espèce non indigène présente dans une autre aire géographique autre que celle de sa 
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répartition naturelle (IUCN Council, 2000). La même définition est également reprise par 

d’autres auteurs ou organisations (Gbedomon et al., 2020 ; Lavoie et al., 2014; 

Environnement Canada, 2004; Richardson et al., 2000). Cependant, la qualification d’une 

espèce exotique comme envahissante est toujours une source de confusion. Cette confusion 

consiste principalement à savoir à quel moment une espèce exotique devient envahissante. 

Certains auteurs et organisations considèrent qu’une espèce devient envahissante au 

moment où l’espèce devient une source d’impacts négatifs sur le plan environnemental et 

socio-économique (Shine, 2007; Environnement Canada, 2004; IUCN Council, 2000), 

contrairement à d’autres qui proposent que le terme « envahissante » soit attribué à une 

espèce sans aucune considération liée à son impact dans son nouvel environnement 

(Gbedomon et al., 2020; Lavoie et al., 2014; Richardson et al., 2000). Il serait donc plus 

préférable de qualifier une EEE végétale d’envahissante en tenant compte de la superficie 

déjà envahie par l’EEEv après son introduction (Richardson et al., 2000). Richardson et al. 

(2000) indiquent qu’une espèce végétale serait qualifiée d’envahissante lorsque l’espèce 

s’est propagée sur une distance supérieure à 100 m pendant 50 ans pour les espèces se 

reproduisant par graine, et sur une distance supérieure à 6 m pendant 3 ans pour les espèces 

se reproduisant par rhizomes. En considérant les impacts observés de ces EEEv, les termes 

« nuisibles » ou « mauvaises herbes » seraient donc utilisés (Lavoie et al., 2014; Richardson 

et al., 2000). Il y a lieu de constater que si on tient compte de ces critères (superficie et 

impacts), une espèce exotique pourra être qualifiée de nuisible dans une région quelconque 

et non nuisible ailleurs. Ainsi, il serait important d’élaborer pour chaque région ou pays, 

une liste d’espèces ayant un impact négatif potentiel sur les écosystèmes. Au Québec, 

Lavoie et al. (2014) ont élaboré une liste d’EEEv nuisibles en tenant compte de leurs 

impacts sur les milieux. 

3.2. Impacts d’espèces exotiques envahissantes 

Les impacts d’EEEv sont nombreux et se répercutent sur plusieurs aspects d’ordre 

environnemental, économique et socio-sanitaire (Kumar Rai et Singh, 2020; Hussner et al., 

2017; Vilà et al., 2011). 

https://www.frontiersin.org/articles/10.3389/fpls.2020.524969/full#B49
https://www.frontiersin.org/articles/10.3389/fpls.2020.524969/full#B49
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3.2.1. Impacts environnementaux 

Selon Kumar Rai et Singh (2020), la réduction de la diversité spécifique des plantes 

indigènes, la modification des propriétés physico-chimiques des sols ainsi que la 

modification des régimes des feux de la zone concernée constituent les trois principaux 

types de mécanismes à travers lesquels les EEEv affectent les milieux envahis. En effet, 

les EEEv sont le plus souvent plus compétitrices par rapport aux espèces indigènes vis-à-

vis des ressources (Boettcher et al., 2021; Kalkman et al., 2019; Martínez-Izquierdo et al., 

2016). Cela provoque par la suite une réduction/extinction de la végétation indigène, 

réduction de la productivité primaire, altération des processus physico-chimiques et de tout 

le fonctionnement des écosystèmes (Davies et Johnson, 2011). A titre d’exemple, le 

remplacement des espèces indigènes peut altérer la qualité et la stabilité des sols et ainsi 

accentuer les phénomènes d’inondations et d’érosion (Lavoie et al., 2014 ; Kumar Rai et 

Singh, 2020). La renouée du japon, classée parmi les 100 pires espèces envahissantes au 

monde (Lavoie et al., 2014), est l’une des EEEv qui forme des populations homogènes 

après la disparition d’espèces indigènes. Cette espèce accentue l’érosion des berges après 

son installation suite à la détérioration du système racinaire initialement présent (Colleran 

et al., 2020; Lavoie et al., 2014). Quant au régime de feu, l’un des exemples est celui des 

espèces d’Acacia pour lesquelles Shackleton et al. (2018) ont constaté qu’elles 

accentuaient l’intensité du feu suite à la modification du type de biomasse. 

3.2.2. Impacts socio-économiques 

Des pertes économiques directes et indirectes sont engendrées par la présence d’EEEv sur 

un territoire donné. D’après l’Agence canadienne d'inspection des aliments (ACIA) (2008), 

l’impact économique des EEEv est généralement lié aux coûts directs engagés lors des 

activités de contrôle et d’éradication (coûts des produits chimiques par exemple), aux 

pertes de la production agricole et forestière. A cela s’ajoutent d’autres coûts indirects et 

difficilement quantifiables liés à la dégradation des services écologiques. Les enjeux 

sociaux concernent les maladies provoquées par certaines EEEv, qui peuvent, par exemple, 

provoquer des brûlures mortelles au contact avec la peau (p. ex. la berce du Caucase), une 

perte de la valeur des biens immobiliers ou encore la réduction de l’attractivité des milieux 

naturels (ACIA, 2008). 

https://www.agrireseau.net/argeneral/documents/SIPC%20Report%20-%20Summary%20Report%20-%20French%20Printed%20Version.pdf
https://www.agrireseau.net/argeneral/documents/SIPC%20Report%20-%20Summary%20Report%20-%20French%20Printed%20Version.pdf
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3.3. Stratégies de lutte contre les espèces exotiques envahissantes végétales 

La stratégie de lutte contre les EEEv constitue un ensemble d’actions permettant de 

protéger les écosystèmes contre les envahisseurs externes et susceptibles d’affecter 

négativement leur fonctionnement. La prévention et le contrôle sont les principales 

stratégies qui sont globalement reconnus comme piliers de lutte contre les EEEv (IUCN 

Council, 2000 ). Au Canada, la stratégie nationale sur les EEEv mise en place en 2004 se 

concentre sur quatre axes principaux à savoir la prévention de nouvelles invasions, la 

détection précoce de nouveaux envahisseurs, l’intervention rapide en présence de 

nouveaux envahisseurs ainsi que la gestion (éradication, confinement et contrôle) des 

EEEv qui sont établies ou qui se répandent (Environnement Canada, 2004). L’objectif 

principal de cette stratégie consiste à réduire le risque que représentent les espèces 

envahissantes sur les écosystèmes naturels et aquatiques, suite à leur introduction 

intentionnelle ou accidentelle (Agence canadienne d'inspection des aliments, 2008). 

3.3.1. Prévention 

La prévention concerne le contrôle de l’introduction de nouvelles espèces, mais aussi un 

suivi régulier des espèces déjà introduites qui sont susceptibles de devenir problématiques 

(Richardson et Thuiller, 2007). Elle constitue un outil essentiel et permet de réduire les 

coûts relatifs à leur éradication ou à la réparation des dommages causés après leur 

installation (Richardson et Thuiller, 2007; McNeely, 2001). 

3.3.2. Détection précoce et intervention rapide 

La détection précoce et l’intervention rapide sont intimement liées dans la mesure où 

l’intervention ne peut pas être réalisée sans que l’espèce n’ait été détectée et identifiée. La 

détection précoce devient donc une étape de grande importance lorsque l’espèce s’est déjà 

installée sur un territoire (Dash et al., 2019;  IUCN, 2000). Il s’avère donc indispensable 

de mettre en place des méthodes rapides de détection (Environnement Canada, 2004). Au 

Québec, l’une des mesures mises en place pour aider à une détection rapide d’EEEv est la 

plateforme SENTINELLE (MELCC, 2020) qui vise à permettre à la population de signaler 

la présence de toute espèce considérée comme exotique envahissante. 

https://www.frontiersin.org/articles/10.3389/fpls.2020.524969/full#B49
https://www.frontiersin.org/articles/10.3389/fpls.2020.524969/full#B49
https://www.agrireseau.net/argeneral/documents/SIPC%20Report%20-%20Summary%20Report%20-%20French%20Printed%20Version.pdf
file:///C:/Users/Fiston/Desktop/McNeely
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3.3.3. Gestion 

La gestion rassemble l’éradication, le confinement et le contrôle. Cette stratégie s’applique, 

pour une espèce donnée, lorsque les mesures de prévention, de détection précoce et 

d’intervention rapide n’ont pu éviter l’installation de l’espèce (IUCN, 2000). L’éradication 

consiste à éliminer l’espèce du territoire, de manière mécanique, chimique et/ou biologique 

(Hussner et al., 2017). Le confinement consiste à maintenir l’espèce dans une zone bien 

précise tandis que le contrôle désigne le suivi et la réduction des densités ou abondances 

de l’espèce dans les zones affectées (Environnement Canada, 2004; IUCN, 2000). 

3.4. Identification et cartographie d’espèces exotiques envahissantes végétales à 

partir des relevés in situ 

Dans cette approche, la cartographie d’EEEv nécessite la collecte des données liées à la 

distribution de l’espèce sur le territoire concerné. Ces données sur la répartition peuvent 

être acquises à partir d’inventaires terrain (Royimani et al., 2019; Lawrence et al., 2006). 

Selon Rew et Cousens (2001), les méthodes de cartographie par inventaire sont 

généralement l’échantillonnage complet et continu sur toute la zone selon une grille bien 

définie, l’échantillonnage discret qui se fait avec comptage d’individus à l’intérieur des 

quadrats préalablement choisis et les relevés par GNSS de tout individu présent sur la zone. 

Cependant, certaines de ces méthodes ne sont pas exhaustives et sont exigeantes en temps 

et en coûts (Somerville et al., 2020).  

3.5. Télédétection d’espèces exotiques envahissantes végétales 

L’utilisation de la télédétection pour aider les gestionnaires à prévenir, détecter et contrôler 

les EEEv date de plusieurs années. Selon l’étude réalisée par Vaz et al. (2018), les premiers 

travaux datent de 1970, mais se sont véritablement développés à partir des années 2000. 

En plus de la disponibilité grandissante des données, c’est à partir de cette période que 

plusieurs programmes de gestion d’EEEv ont été mis en place, suscitant l’intérêt des 

chercheurs et gestionnaires au développement des méthodes de cartographie d’EEEv par  

télédétection (Vaz et al., 2018). L’une des anciennes techniques utilisées dans la 

cartographie d’EEEv est la photo-interprétation (Royimani et al., 2019). Dans cette 

approche, un expert en photo-interprétation analyse les photos et cartographie la répartition 

de l’EEEv sur la scène. Par exemple, Müllerová et al. (2005) ont utilisé les photos aériennes 
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pour analyser la dynamique de l’invasion par la berce du Caucase (Heracleum 

mantegazzianum) sur une période de 50 ans. La tâche principale consistait à identifier et 

délimiter manuellement les régions envahies. C’est une approche qui a démontré un certain 

succès, mais le travail manuel nécessaire est très laborieux. Ces dernières décennies, 

d’autres méthodes de classification semi/automatiques et rapides ont été développées et 

permettent de contourner les principales limites de la photo-interprétation. Ces méthodes 

de classification utilisent différents types d’attributs (caractéristiques discriminantes) 

permettant une meilleure séparabilité entre les EEEv et les espèces indigènes. A ce jour, 

de nombreuses études ont donc été réalisées dans divers écosystèmes avec des approches 

diversifiées qui exploitant diverses caractéristiques discriminantes telles que la différence 

des propriétés spectrales entre les EEEv et les espèces indigènes (Ewald et al., 2020; 

Niphadkar, 2016; Dorigo et al., 2012; Sánchez-Azofeifa et al., 2009; Asner et al., 2008), 

la phénologie (Labonté et al., 2020; Müllerová et al., 2017; Dorigo et al., 2012) et la 

morphologie (Kattenborn et al., 2019; Franklin et al., 2000). Différentes méthodes de 

classification semi/automatique telles que la forêt d’arbres aléatoires (Random Forest-RF) 

(Shiferaw et al., 2019; Dash et al., 2019; Martin et al., 2018; Dorigo et al., 2012), les 

machines à vecteurs de support (Support Vector Machines - SVM) (Abeysinghe et al., 

2019; Paz-Kagan et al., 2019; Kganyago et al., 2018) et les réseaux de neurones artificiels 

(Qian et al., 2020; Abeysinghe et al., 2019) sont principalement utilisées.   

3.5.1. Caractéristiques de discrimination utilisées 

Dans ces études, différentes propriétés liées à l’absorption du rayonnement 

électromagnétique dans des domaines spectraux spécifiques tels que le visible, proche 

infra-rouge ou infra-rouge moyen, à la phénologie et à la morphologie sont principalement 

exploitées. L’utilisation des propriétés spectrales repose sur l’hypothèse de l’existence des 

différences en pigments photosynthétiques comme la chlorophylle (Sánchez-Azofeifa et 

al., 2009), permettant d’observer une séparabilité notable par l’utilisation d’indices 

spectraux. La phénologie est une autre propriété utilisée car plusieurs EEEv présentent un 

décalage de certains stades phénologiques avec les espèces indigènes (p. ex. floraison). 

C’est le cas de certaines EEEv décidues comme le nerprun bourdaine dont les feuilles 

apparaissent plus rapidement au printemps et disparaissent plus tard à l’automne (Becker 

et al., 2013; Xu et al., 2007). L’autre propriété est la  morphologie  mesurable par 
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l’utilisation d’indices de texture et de forme des objets dans une image (Kattenborn et al., 

2019; Haralick, 1979). Le tableau 1 résume les différents types de caractéristiques de 

discrimination les plus exploitées ainsi que les types de données de télédétection 

principalement utilisés.
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Tableau 1 : Critères et types de données utilisés pour la discrimination d’espèces exotiques envahissantes végétales 

NDVI: Normalized Difference Vegetation Index, NDWI : Normalized Difference Water Index, LiDAR: Light Detection and Ranging 

 

 Caractéristiques 

discriminantes utilisées 

Indicateurs utilisés Données utilisées Contraintes Référence 

P
h
én

o
lo

g
ie

 Stades phénologiques des 

espèces exotiques 

envahissantes (p. ex. 

floraison, senescence) 

Réflectance et 

Indices de 

végétation (NDVI, 

Excess green 

index, Leaf area 

index….) 

Images mono/multi-date 

à très haute résolution 

temporelle, spatiale et 

spectrale 

Moins de capteurs 

à haute résolution 

temporelle avec 

très haute 

résolution spatiale 

Yu, 2020; Müllerová et 

al., 2017; 

Bradley, 2014; Ishii et 

Washitani, 2013; 

dorigo et al., 2012; 

Wilfong et al., 2009; 

Casady et al., 2005 

M
o
rp

h
o
lo

g
ie

 Différences dans 

l’arrangement spatial des 

feuilles et branches 

Indices de texture 

(p. ex. variance, 

entropie, …) 

Images multispectrales à 

très haute résolution 

spatiale 

Choix des indices 

et stratégie de 

calcul 

Kattenborn et al., 2019; 

Franklin et al., 2000; 

Haralick, 1979 

B
io

ch
im

ie
 d

es
 f

eu
il

le
s Différences dans les 

constituants 

photosynthétiques et la 

structure des feuilles (p. 

ex.  teneur en chlorophylle) 

Réflectance dans 

les longueurs 

d’onde du visible 

et de l’infra- rouge 

(proche et moyen) 

et indices 

spectraux (NDVI, 

NDWI,…) 

Images hyperspectrales à 

très haute résolution 

spatiale, seules ou en 

combinaison avec 

LiDAR 

Traitements 

complexes 

Ewald et al., 2020; 

Rizaludin Mahmud et al., 

2020; 

Niphadkar, 2016; 

Sánchez-Azofeifa et al., 

2009; 

Asner et al., 2008; 

Schnitzer, 2005 
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3.5.2. Méthodes de classification d’espèces exotiques envahissantes végétales 

Plusieurs méthodes de classification d’images ont été utilisées pour cartographier les EEEv 

de manière semi/automatique (Royimani et al., 2019; Lu et Weng, 2007; Lass et al., 

2005). Une revue globale réalisée par Lu et Weng (2007) décrit les différentes catégories 

des méthodes de classification d’images de télédétection. En télédétection d’EEEv, les 

méthodes adoptées sont essentiellement formées par les méthodes orientées-objet et les 

méthodes d’apprentissage automatique non paramétriques (Royimani et al., 2019; Asner 

et al., 2008; Lass et al., 2005).  

La classification orientée-objet consiste à grouper d’abord les pixels remplissant certains 

critères de similarité entre eux pour former des objets (groupes homogènes de pixels 

voisins) qui seront considérés comme unité de base de classification afin de leur assigner 

une classe d’intérêt (Chen et al., 2014). Elle a l’avantage d’utiliser plusieurs types 

d’attributs spectraux et spatiaux (p. ex. attributs géométriques, de texture et 

topographiques) dans le processus de classification (Hantson et al., 2012). Les unités de 

traitement étant des objets, elle permet de s’affranchir des problèmes fréquemment 

observés dans la classification orientée-pixel dont le phénomène de « poivre et sel » 

(Hirayama et al., 2019; Chen et al., 2014; Jones et al., 2011).  

Les méthodes d’apprentissage automatique non paramétriques sont des méthodes qui ne 

nécessitent pas que les données des échantillons d’entrainement soient normalement 

distribuées. Ces méthodes sont donc capables d’intégrer plusieurs types de données sans 

considération des paramètres statistiques de distribution des données d’entrainement. Dans 

ce sens, ces méthodes sont plus aptes à la classification des données multi sources souvent 

caractérisées par des distributions statistiques distinctes (Benediktsson et Sveinsson, 1997). 

Elles sont également intéressantes lorsque le nombre d’échantillons pour certaines classes 

est faible surtout dans les milieux plus hétérogènes (p. ex. zones urbaines) où il peut être 

difficile de trouver suffisamment d’échantillons pour certaines classes (Masse, 2013). Les 

méthodes utilisées dans plusieurs travaux de classification d’EEEv sont la forêt d’arbres 

aléatoires (Random Forest-RF), les machines à vecteurs de support (Support Vector 

Machines - SVM) et les réseaux de neurones artificiels (Qian et al., 2020; Shiferaw et al., 

2019, Paz-Kagan et al., 2019; Dash et al., 2019; Kganyago et al., 2018; Dorigo et al., 

2012). Le Random Forest est constitué d’un ensemble d’arbres de décision qui affectent 
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individuellement un objet/pixel à une classe et le résultat final est obtenu par un vote 

majoritaire sur l’ensemble des résultats produits par chacun des arbres de décision 

(Breiman, 2001). Pour SVM, il s’agit d’une méthode basée sur l’utilisation des hyperplans 

ou surfaces de décision qui maximisent la distance marginale entre les échantillons des 

classes (deux ou plusieurs classes) à séparer, appelés vecteurs de support (Noble, 

2006). Quant aux réseaux de neurones artificiels, il s’agit des méthodes qui ont suscité un 

intérêt particulier en télédétection ces dernières années (Zhang et al., 2016). Ces sont des 

méthodes d’apprentissage formées par des couches d’entrée (images initiales à classer) et 

de sortie (classes d’intérêt) reliées par un algorithme d’apprentissage qui fonctionne par 

rétro-propagation afin de minimiser l’erreur d’identification (Lee, 2018). Ces méthodes 

nécessitent des processus d’optimisation par essais-erreur ou par validation croisée longs. 

Elles nécessitent également plusieurs variables d’entrée, des outils de traitement 

performants et un délai d’entrainement et de classification très long (Qian et al., 2020; 

Royimani et al., 2019; Lantz et Wang, 2013; Kavzoglu et Mather, 2004). Cependant, 

plusieurs études ont mis en évidence leurs performances. Martin et al. (2018) ont 

notamment obtenu une précision globale supérieure à 90 % en utilisant RF pour 

cartographier la renouée du Japon (Fallopia japonica) dans la zone d’Anse et Serrière 

(France). Des résultats d’une précision globale de 95 % ont également été obtenus par 

Dorigo et al. (2012) qui ont utilisé RF pour cartographier la renouée du Japon à Ljubljana 

(Slovénie). Les réseaux de neurones et SVM ont été utilisés par Abeysinghe et al. (2019) 

pour la détection du phragmite (Phragmites australis) en Ohio (États-Unis) et ont obtenu 

une précision globale respective de 94 % et 90 %. Des méthodes récemment développées 

telles que Extreme Gradient Boosting (XGBoost) (Zarei et al., 2021; Sagi et Rokach, 2021; 

Samat et al., 2020) auraient également un potentiel intéressant pour la cartographie 

d’EEEv. La méthode XGBoost consiste en un ensemble d’arbres décisionnels dits faibles 

(weak learners) (Zarei et al., 2021) ajoutés de manière séquentielle afin de réduire la valeur 

de la fonction de perte (loss function) et ainsi réduire l’erreur de prédiction. Cette méthode 

a été utilisée et comparée à RF dans une étude de cartographie d’une EEEv Opuntia stricta 

au Kenya réalisée par James et al. (2021). Les résultats obtenus avec une bonne précision 

(précision globale de 89 % avec XGBoost et 92,4 % pour RF) montrent l’intérêt d’explorer 
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l’application de ces nouvelles méthodes d’apprentissage automatique pour cartographier 

les EEEv.  

3.5.3. Sources de données  

Il existe plusieurs sources de données disponibles pour la cartographie d’EEEv par 

télédétection (tableau 2). La revue de littérature montre que les images multispectrales de 

très haute à moyenne résolution spatiale sont les plus utilisées. La partie du spectre 

électromagnétique utilisée est principalement celle du visible et du proche infra-rouge. Par 

contre, les images hyperspectrales, données LiDAR et radar sont moins utilisées. 

L’absence de l’utilisation de ces données s’explique principalement par leur grande 

exigence en  expertise, en moyens de traitement et en coûts d’acquisition (Royimani et al., 

2019; Vaz et al., 2018). 
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Tableau 2 : Source de données utilisées en télédétection  d’espèces exotiques envahissantes végétales 

UAV: Unmanned Aerial Vehicle, SPOT-7 : Satellite Pour l’Observation de la Terre-7, PIR : Proche Infra-rouge, IROC : Infra-rouge ondes courtes, 

VV : Polarisation Verticale-Verticale, VH : Polarisation Vertical-Horizontale, LiDAR: Light Detection and Ranging

Source de données Catégorie d’images Domaine spectral utilisé Références 

Landsat Multispectrale Visible et PIR Yu, 2020; Labonté et al., 2020; Becker et al., 2013; Wilfong 

et al., 2009 

Sentinel-1 Radar (VV et VH) Bande C Kattenborn et al., 2019 

Sentinel-2 Multispectrale Visible et PIR Kattenborn et al., 2019 

SPOT-7 Multispectrale Visible et PIR Abutaleb et al., 2020 

Ikonos Multispectrale Visible et PIR Lawrence et al., 2006; Casady et al., 2005 

WoldView-2 Multispectrale Visible et PIR Rizaludin Mahmud et al., 2020; Abutaleb et al., 2020; Paz-

Kagan et al., 2019; Fernandes et al., 2014; Lantz et Wang, 

2013 

WoldView-3 Multispectrale Visible-PIR- IROC Shendryk et al., 2020 

Capteurs aériens Hyperspectrale 

et 

LiDAR 

Visible-PIR-IROC Ewald et al., 2020 

Kattenborn et al., 2019; Marvin et al., 2016; Ishii et 

Washitani, 2013; Asner et al., 2008 

Capteurs aériens drones 

(UAV) 

Multispectrale Visible et PIR Qian et al., 2020; Kattenborn et al., 2019; Müllerová et al., 

2017 

Fernandes et al., 2014; Dorigo et al., 2012 

Capteurs terrestres Hyperspectrale Visible-PIR- IROC Rizaludin Mahmud et al., 2020 
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4. Cartographie d’espèces exotiques envahissantes végétales à l'aide d'images satellites à très 

haute résolution spatiale multi-date, en utilisant des techniques d’analyse orientée-objet et 

d'apprentissage automatique: une étude comparative 

L’article scientifique présentant les résultats de cette étude a été soumis au journal scientifique 

GIScience & Remote Sensing, le 04 Août 2022 (preuve de soumission : annexe 1). Afin de faciliter 

la lecture, la numérotation des titres, figures, tableaux et annexes a été modifiée. 

Mapping invasive alien plant species with very high spatial resolution and multi-date 

satellite imagery using object-based and machine learning techniques: A comparative study 

Nininahazwe Fistona,b,c,*,  Jérôme Théaua,c, Marc-Antoine Genestb, Mathieu Varinb 
aDépartement de Géomatique appliquée, Université de Sherbrooke, 2500 boul.Universté, QC 

J1K2R1, Sherbrooke, Canada 

 bCentre d’enseignement et de recherche en foresterie (CERFO), 2440 Ch.Ste-Foy, QC G1V 1T2, 

Québec, Canada 
cCentre de la science de la biodiversité du Québec, 1205 Av. du Docteur-Penfield S3/18, QC H3A 

1B1, Montréal, Canada 

 

*Corresponding author Email : Fiston.nininahazwe@usherbrooke.ca 
 

Abstract : 

Invasive alien plant species (IAPS) have negative impacts on ecosystems, including the loss of 

biodiversity and the alteration of ecosystem functions. The strategy for mitigating these impacts 

requires knowledge of these species’ spatial distribution and level of infestation. In situ inventories 

or aerial photo interpretation can be used to collect these data but they are labour-intensive, time-

consuming, and incomplete, especially when dealing with large or inaccessible areas. Remote 

sensing may be an effective method of mapping IAPS for a better management strategy. Several 

studies using remote sensing to map IAPS have focused on single species detection and were 

conducted in relatively homogeneous natural environments, while other common, more 

heterogeneous environments, such as urban areas, are often invaded by multiple IAPS, posing 

management challenges. The main objective of this study was to develop a mapping method for 

three major IAPS observed in the urban agglomeration of Québec city (Canada), namely Japanese 

knotweed (Fallopia japonica), giant hogweed (Heracleum mantegazzianum) and phragmites 

(Phragmites australis)). Mono-date and multi-date classification approaches were used with 
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WorldView-3 and SPOT-7 satellite imagery, acquired in the summer of 2020 and in the autumn of 

2019, respectively. To estimate presence probability, object-based image analysis (OBIA) and 

nonparametric classifiers such as Support Vector Machines (SVM), Random Forest (RF) and 

Extreme Gradient Boosting (XGBoost) were used. Overall, multi-date classification using 

WorldView-3 and SPOT-7 images produced the best results, with a Kappa coefficient of 0.85 and 

an overall accuracy of 91% using RF. Individual class performances based on F1-score revealed 

that Japanese knotweed had the highest maximum value (0.95), followed by giant hogweed (0.91) 

and phragmites (0.87). These results confirmed the potential of remote sensing to accurately map 

and simultaneously monitor the main IAPS in a heterogeneous urban environment using a multi-

date approach. Although the approach is limited by image and reference data availability, it 

provides new tools to managers for IAPS invasion control.  

Keywords: Invasive alien species, remote sensing, multi-date, satellite imagery, OBIA, machine 

learning 
 

4.1. Introduction  

Invasive alien plant species (IAPS) are currently considered to be one of the main causes of 

biodiversity loss worldwide (Langmaier and Lapin, 2020; Paz-Kagan et al., 2019; Guido and Pillar, 

2017; Early et al., 2016; IUCN Council, 2000). In addition to this environmental impact, 

management and eradication costs, loss of invaded land value, and health problems caused by 

certain IAPS are also important impacts (Kelsch et al., 2020; Roy et al., 2019; Shackleton et al., 

2018; Lavoie et al., 2014).   

The strategy designed to limit these impacts consists of the prevention of new invasions, the 

detection of early stage invasions rapid response, and management of established or spreading 

IAPS (IUCN Council 2000). The success of this strategy requires the most accurate information 

possible regarding the spatial distribution and levels of infestation of IAPS. 

In the past, datasets of the territorial distribution of IAPS were mainly acquired from in situ 

inventories collected by GNSS (Global Navigation Satellite Systems) or via the interpretation of 

aerial photos (Royimani et al., 2019; Lawrence et al., 2006; Müllerová et al., 2005). However, 

these methods are labour-intensive and often not financially and technically suitable, especially 

when dealing with large or inaccessible areas. They can also be relatively subjective because they 

are observer-dependent (Royimani et al., 2019; Lawrence et al., 2006). The use of remote sensing 
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may be a more favourable alternative for monitoring and managing IAPS (Dash et al., 2019; 

Niphadkar, 2016). Easily replicable approaches allow to map spatial distribution over large areas 

in much shorter time than in situ inventories, allowing early detection, which is one of the success 

factors of IAPS eradication before large areas are invaded (Dash et al., 2019; Early et al., 2016; 

Ustin et al., 2002). 

Automatic classification methods have been developed in recent decades to overcome the main 

limitations of field inventory-based methods (Royimani et al., 2019; Lu and Weng, 2007; Lass et 

al., 2005). In particular, object-based image analysis (OBIA) and nonparametric (e.g., machine 

learning techniques) approaches (Royimani et al., 2019; Asner et al., 2008; Lass et al., 2005) have 

been widely used. 

OBIA consists of first grouping adjacent pixels, fulfilling certain criteria of similarity between 

them to form objects (i.e., homogeneous groups of neighbouring pixels) which will be considered 

as the basic unit of classification, and to then assign them a class of interest (Chen et al., 2014). 

OBIA has the advantage of using several types of spectral and spatial features (e.g., geometry, 

texture, topography) in the classification process (Hantson et al., 2012). Since the processing units 

are objects, the approach avoids the problems frequently observed in pixel-based classification 

approaches, such as salt-and-pepper noise (Hirayama et al., 2019; Chen et al., 2014; Jones et al., 

2011). 

Nonparametric machine learning techniques do not require a normal distribution of training 

samples and are therefore able to combine multiple data sources often characterized by distinct 

statistical distributions (Benediktsson and Sveinsson, 1997). These methods are also suitable for 

small samples, especially in heterogeneous environments (e.g., urban areas) where it may be 

difficult to find enough samples for certain classes (Masse, 2013). 

Random Forest (RF), support vector machines (SVM) and artificial neural networks (Qian et al., 

2020; Shiferaw et al., 2019, Paz-Kagan et al., 2019; Dash et al., 2019; Kganyago et al., 2018; 

Dorigo et al., 2012) are the most used machine learning techniques for IAPS classification. 

Although these techniques require powerful tools related to optimization, training and classification 

as well as a high number of input feature requirements (Qian et al., 2020; Royimani et al., 2019; 

Lantz and Wang, 2013; Kavzoglu and Mather, 2004), several studies have highlighted their strong 

performance. As an example, Martin et al. (2018) achieved an overall accuracy of more than 90% 

using RF to map Japanese knotweed (Fallopia japonica) in the Anse and Serrières area (France). 
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An overall accuracy of 95% was also obtained by Dorigo et al. (2012) using RF to map Japanese 

knotweed in Ljubljana, Slovenia. Artificial neural networks and SVM classification were used by 

Abeysinghe et al. (2019) for the detection of phragmites (Phragmites australis) in Ohio, USA, 

achieving 94% and 90% overall accuracy, respectively.  

These machine learning techniques also have the potential to incorporate different types of 

arithmetic discriminative features to distinguish IAPS from native species. Their spectral properties 

in the visible, near-infrared or mid-infrared range, their phenology and morphology are the 

attributes mainly used (Ewald et al., 2020; Niphadkar, 2016; Dorigo et al., 2012). Most IAPS have 

high concentrations of photosynthetic pigments (Sánchez-Azofeifa et al., 2009; Asner et al., 2008; 

Castro-Esau et al., 2004), allowing significant separability from native species. Castro-Esau et al. 

(2004) found a decrease of classification error from 16 to 4% for two invasive and other native 

species following the addition of chlorophyll content. Phenology is also used, because some of the 

vegetative stages (e.g., flowering) of certain IAPS occur at different times than native species. This 

characteristic can be exploited by remote sensing using bi-temporal images or indices and has been 

successfully used (overall accuracy = 95%) to map Japanese knotweed using aerial images acquired 

in winter and summer in Ljubljana (Slovenia) (Dorigo et al., 2012). Morphology is measurable 

using texture and shape indices of objects in an image (Kattenborn et al., 2019; Haralick, 1979), 

and allows the discrimination of IAPS from native species when characterized by a particular shape 

or coloration (Müllerová et al., 2017; Michez et al., 2016; Jones et al., 2011). Texture indices were 

exploited in a mapping study of giant hogweed (Heracleum mantegazzianum) (overall accuracy = 

97%) and relevant discriminant texture indices appeared to be related to the white coloration of 

umbels, which allowed the extraction of discriminating homogeneity indices (Michez et al., 2016). 

Relatively few studies have focused on mapping multiple IAPS in the same area, and most have 

been carried out in relatively homogeneous natural environments over small areas (Michez et al., 

2016; Ustin et al., 2002). Heterogeneous environments such as urban areas are often invaded by 

multiple IAPS, leading to management challenges. Curiously, the few studies that have focused on 

this type of environment have focused on a single IAPS and have not exploited discriminating 

characteristics such as phenology (Kazmi et al., 2021; Martin et al., 2018; Singh et al., 2018). 

The main objective of this study was to exploit the use of machine learning techniques and OBIA 

applied to multi-date images to perform a multi-species classification of IAPS in a complex urban 

area. 
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4.2. Materials and methods 

4.2.1. Study area 

The study area is the urban agglomeration of Québec city (Québec, Canada) and covers a total 

surface area of 557 km2 (Figure 1). The natural environment consists of forest, urban woodlands, 

wetlands and water bodies (City of Québec, 2006). The forest, which occupies mainly the northern 

and western zones, represents about 35% of the total area, of which 44% is deciduous and 42% is 

mixed (deciduous and coniferous). Several areas of the urban agglomeration of Québec city are 

invaded by IAPS (Lavoie et al., 2014).  

 

Figure 1 : Study area limits and reference data locations of invasive alien plant species (giant 

hogweed, Japanese knotweed and phragmites). 
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4.2.2. Studied species 

The species considered in this study are terrestrial IAPS, namely Japanese knotweed, phragmites 

and giant hogweed. Originally from East Asia and introduced to North America as an ornamental 

species, Japanese knotweed is considered one of the world’s top 100 worst invasive species (Lavoie 

et al., 2014; Dorigo et al., 2012). The species forms dense and homogeneous colonies mainly along 

roads, railways, riparian areas and other urban environments and can grow up to 3 m tall (Aguilera 

et al., 2010) (Figure 2a). This species causes the loss of biodiversity as a result of its proliferation 

and the modification of the hydrographic network as a result of the resistance that its root system 

imposes to runoff (Dorigo et al., 2012; Collingham et al., 2000). Its highly developed root system 

represents one-third of its biomass and explains the very high eradication costs, which requires 

large-scale excavation (Lavoie et al., 2014). 

Giant hogweed is a species native to the Caucasus region of Central Asia (Page et al., 2006). It can 

exceed a height of 3 m and mainly colonizes stream edges, agricultural ditches and forest edges 

(Page et al., 2006) (Figure 2c). This species has a negative impact on biodiversity, accelerates water 

erosion and cause human health threats due to inflammatory toxic secretions (Lavoie et al., 2014; 

Page et al., 2006). 

Phragmites is originally from Eurasia and develops dense colonies over 2 m tall primarily in 

marshes, road and agricultural drainage ditches (Abeysinghe et al., 2019; Lavoie et al., 2014) 

(Figure 2e). Stems can sometimes damage road construction, reduce the presence of native species 

and alter habitat for aquatic species such as fish (Abeysinghe et al., 2019; Lavoie et al., 2014; 

Leonard et al., 2002). 
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Figure 2 : Field photography of invasive alien plant species at two zoom levels. Japanese knotweed 

(a, b), giant hogweed (c, d), phragmites (e, f). 

 

4.2.3. Field reference data collection  

Field campaigns were conducted between June 26 and August 26, 2020. Previously known invaded 

sites were systematically visited and each new site identified in the field was also characterized. 

Points and polygons of IAPS and absences were collected using Xplore Bobcat (Xplore 

Technologies, Texas) and Blackview (Blackview, Shenzhen) electronic tablets connected to GNSS 

receivers (Pro 6 H GNSS (Trimble, California) and Arrow Gold (EOS positioning system, 

Quebec)). Polygons were digitized in situ based on a RGB orthomosaic (red-green-blue, 15 cm 

spatial resolution, acquired in summer 2018) aerial imagery. Giant hogweed point data collected 

in 2019 by managers of the Cap Rouge River watershed council were also added to the database 

after validation of their presence in 2020 using photo-interpretation. A total of 283, 128, 76 and 32 



22 

 

 

 

points and polygons were used for absences, Japanese knotweed, phragmites and giant hogweed, 

respectively. 

4.2.4. Image acquisition  

This study used multi-source satellite imagery, namely WV-3/WV110 satellite images 

(WorldView-3/World View 110 camera) and SPOT-7/NAOMI (Satellite Pour l'Observation de la 

Terre - 7/ New AstroSat Optical Modular Instrument) acquired in summer and autumn, 

respectively, in order to explore the contribution of these phases to the classification. The 

characteristics of the images are presented in Table 3. 
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Table 3 : Characteristics of satellite images used in this study 

Image Band 
Wavelength range 

(center) (nm) 

Spatial 

resolution (m) 

Acquisition 

date 

WV-3 

Coastal 400 – 450 (425) 

 

1.24 2020/07/06 

Blue 450 – 510 (480) 

Green 510 – 580 (545) 

Yellow 585 – 625 (605) 

Red 630 – 690 (660) 

Red Edge 705 – 745 (725) 

Near-infrared #1 770 – 895 (832.5) 

Near-infrared #2 860 – 1040 (950) 

Panchromatic 450 – 800 (625) 0.31 

SPOT-7 

Blue 450 – 520 (485) 

 

6 2019/10/26 

Green 530 – 590 (560) 

Red 625 – 695 (660) 

Near-infrared 760 – 890 (825) 

Panchromatic 450 – 745 (597.5) 1.5 
WV-3 : WorldView-3, SPOT-7 : Satellite Pour l’Observation de la Terre-7 

4.2.5. Image pre-processing and classification 

Two main steps were performed for IAPS mapping: (1) pre-processing, including atmospheric 

correction (this step was performed to normalize multi-source images digital value to the same 

reflectance range between 0 and 1), fusion of panchromatic and multispectral bands, 

orthorectification and masking to remove irrelevant areas; and (2) classification of the segmented 

objects by machine learning techniques. The flowchart of the study is presented in Figure 3. 
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           Figure 3 : Methodological flowchart of the study  
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4.2.5.1. Image pre-processing 

Atmospheric corrections were performed using the ATCOR module (PCI Geomatics, 2018). 

Spatial resolution enhancement (i.e., pansharpening) of the multispectral bands by fusion with the 

panchromatic band was also applied. The Zhang (Zhang, 2004), Gram-Schmidt (GS) (Belfiore et 

al., 2016), ratio component substitution (RCS), local mean and variance matching (LMVM) and 

Bayesian fusion (Grizonnet et al., 2017) methods were compared. The method that minimizes the 

relative dimensionless global error (ERGAS) index was selected. This index is calculated from the 

root mean square of error (RMSE) according to equations (1) and (2) and evaluates the distortion 

of the spectral information in the pansharpened images (Park et al., 2020; Li et al., 2017; Belfiore 

et al., 2016; Ranchin et al., 2003); values close to zero are more relevant to minimizing of spectral 

information of pansharpened images (Mhangara et al., 2020, Li et al., 2017; Ranchin et al., 2003). 

 

                 RMSE = √
1

𝑚 × 𝑛
∑ ∑ [M(i, j) − F(i, j)]2𝑛

𝑗=1
𝑚
𝑖=1                                                     (1) 

                 ERGAS = 
100

R
 √

1

N
∑

RMSEk
2

MK
2

N
k=1                                                                            (2) 

                                                   

Where M (i, j) is the spectral value of the original band pixel at position (i, j), F (i, j) is the spectral 

value of the pansharpened band pixel at position (i, j), R is the resolution ratio between the 

multispectral bands and the panchromatic band, N is the number of bands, k is the band number, 

and Mk is the mean of the original band k. 

To optimize the processing time, four of the fourteen WV-3 tiles representative of the different 

environments and occupying half of the study area were selected for this analysis. Spectral bands 

whose wavelength does not correspond to that of the panchromatic band (i.e., Coastal and Near-

infrared #2) were not used for this analysis and were resampled to 0.31 m using the bilinear 

interpolation method. The fusion methods were each compared to the WV-3 images and the 

optimal method thereby identified was used for the SPOT-7 image fusion. The LMVM and RCS 

methods showed the best results compared to the other methods (Table 4). 

 

 



26 

 

 

 

 

Table 4 : ERGAS (Relative Dimensionless Global Error) values for the fusion methods applied to 

the WorldView-3 image 

 Zhang  Bayesian fusion RCS LMVM GS 

Tile 1 2.80 2.31 2.03 2.03 2.87 

Tile 2 4.24 3.72 3.40 3.08 4.31 

Tile 3 6.17 7.43 4.80 4.34 5.40 

Tile 4 3.98 3.13 2.95 2.59 3.53 

Mean ± SD 4.30 ± 0.94 4.15 ± 1.64 3.30 ± 0.81 3.01 ± 0.70 4.03 ± 0.83 

            RCS: Ratio Component Substitution, LMVM: Local Mean and Variance Matching,  

     GS: Gram-Schmidt, SD: Standard Deviation 

While the LMVM method performed slightly better according to the ERGAS, the RCS method 

was selected because it presents a better compromise between minimizing spectral distortion and 

improving the geometric structure of the objects (see Appendix 3). 

The pansharpened images were orthorectified using a digital terrain model (Varin et al., 2020) and 

a second-order polynomial function was performed before tile mosaicking using the Bundle colour 

balancing method (PCI Geomatics, 2018). Control points were identified from an orthomosaic of 

aerial images acquired in summer 2018 at 15 cm spatial resolution. The images were orthorectified 

with a RMSE of 0.63 pixels for WV-3 and 0.50 pixels for SPOT-7, and the respective spatial 

resolutions after fusion were 0.31 m and 1.5 m. 

4.2.5.2. Masking  

Three masks were applied to exclude areas not suitable for the selected IAPS. A normalized 

difference vegetation index (NDVI) threshold (NDVI < 0.37) was used to eliminate non-vegetated 

areas (i.e., bare soil, buildings, and water bodies) using the minimum average of reference objects 

corresponding to the four classes. A second mask, based on a digital height model (Varin et al., 

2020), was applied to exclude vegetation higher than 4 m. This threshold is based on field 

observations and the literature (Abeysinghe et al., 2019; Lavoie et al., 2014; Barney et al., 2006). 

Finally, a shadow index (SI) was used (Zhou et al., 2018) to eliminate shaded areas (SI ≤ 13.13). 

This threshold was selected based on a sample of 60 objects representing shadows on the WV-3 

orthomosaic (i.e., the maximum average identified for all 60 objects).  
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4.2.5.3. Multi-resolution segmentation 

WV-3 orthomosaic segmentation was used for object generation because it was acquired at higher 

spatial resolution than the SPOT-7 image. To eliminate redundancy of spectral bands (Bilgin et al., 

2011; Kermad and Chehdi, 2000) and to optimize processing time, the Red-edge, Near-infrared#1, 

green and red bands were selected for segmentation after analysis of spectral separability using the 

Jeffries-Matusita distance (JM) between classes (Oktorini et al., 2021; Massetti et al., 2016). 

The Estimation of Scale Parameter method (ESP2) (Drăguţ et al., 2014; Drǎguţ et al., 2010) was 

used as a tool to assist in identifying the optimal scale. Twelve tiles of equal size (20000 × 20000 

pixels) in which IAPS were identified were selected to analyse the local variance at each object 

level (Drǎguţ et al., 2010). Different combinations of scale, colour, and shape (compactness) were 

tested until the optimal values of 25 for scale, 0.9 for colour and 0.5 for shape were reached, as 

well as a weight equal to 1 for each of the four bands used. 

4.2.5.4. Extraction and pre-processing of discriminant features 

Three categories of arithmetic features, as well as spectral, textural and geometric ones were 

calculated using eCognition Developer 10.1 software (Trimble Geospatial, USA). The categories 

and formulas for the features computed for each of the images (152 for WV-3, 78 for SPOT-7) are 

presented in Table 3. The features were centred and scaled over all the study area dataset, and a 

correlation analysis was performed to eliminate redundant ones. If two features were correlated 

with a Pearson coefficient greater than or equal to 0.85 (Varin et al., 2020), the feature that achieves 

better separability according to the JM separability distance was used.
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Table 5 : Extracted features (spectral, textural and geometric) for classification modeling 

Category Feature Definition Reference 

Spectral 

Mean All  

Maximum All  

Standard deviation All  

95th percentile All  

Skewness All  

NDVI (Normalized Difference Vegetation Index) (NIR#1 - red) / (NIR#1 + Red) Carlson et Ripley (1997) 

RENDVI (Red-Edge Normalized Difference Vegetation Index) (NIR#1 - RE) / (NIR#1 + RE) Waser et al. (2014) 

VARI (Visible Atmospherically Resistant Index) (green - red) / (green + red -blue) Gitelson et al. (2002) 

RGR (Red Green Ratio) red / green Zhou et al. (2021) 

SR (Simple Ratio) NIR#1 / red Zhou et al. (2021) 

BTBR (Bi-Temporal Band Ratio) (red, green)* Dorigo et al. (2012) 

HSI (Hue, Saturation, Intensity) red, green, blue* Chaudhary et al. (2012) 

CI (Colour index) (red - green) / (red + green) Escadafal et al. (1991) 

BI (Brightness index) (red2 + NIR#1 2)0.5 Zhou et al. (2018) 

NDWI (Normalized Difference Water Index) (green - NIR#1) / (green + NIR#1) Zhou et al. (2018) 

NIR-RE ratio 
(NIR#1  - 3.06 × RE) / (1.71× NIR#1 -

2.42 × RE - 4.14) 

Developped by the research 

team 

Textural 

GLCM (Gray Level Co-occurrence Matrix): contrast, correlation, 

entropy, homogeneity, Angular second moment, mean, standard-

deviation) 

GLDV (Gray Level Difference Vector): contrast, entropy, mean, 

angular second moment 

All Haralick (1979) 

Geometric Width, length, compactness -  

NIR : Near-infrared, RE : Red-Edge 

*Because of limited space, only the bands used are indicated (see references for detailed definition).
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4.2.5.5. Classification approach 

Five classifications were compared, with two mono-date classifications using only features 

calculated from each of the two images (WV-3 and SPOT-7) performed first. Two additional 

classifications were then performed by adding the multi-date BTBR index developed by Dorigo et 

al. (2012) to each of these images (WV-3 + BTBR, SPOT-7 + BTBR). This index (equation (3)) 

consists of combining the spectral properties of two phenological periods. Finally, a classification 

combining features from both images including BTBR (WV-3 + SPOT-7 + BTBR) was performed.  

 

                                            BTBR = 

Roff
Ron

 − 
Goff
Gon

Roff
Ron

 + 
Goff
Gon

                                                                    (3) 

Where R and G indicate the reflectance values in the red and green bands, respectively. The suffixes 

indicate the image acquisition periods (the growing season (on) and the senescence period (off)). 

4.2.5.6. Machine learning techniques and optimization 

Three machine learning techniques : RF (Breiman, 2001), SVM (Guenther and Schonlau, 2016) 

and XGBoost (Zarei et al., 2021; Samat et al., 2020) classifiers were tested and compared. The 

selection of important discriminant features for each classifier was performed using the recursive 

feature elimination (RFE) selection method with ten-fold cross-validations (Yang et al., 2019; 

Guyon et al., 2002; Ambroise and McLachlan, 2002). Subsequently, the caret package in R (R core 

team, 2021) was used to optimize the other parameters of the three classifiers. The value of mtry 

(i.e., the number of random features used at each node) for RF was the one that minimized the out 

of bag error (OOB), and the number of decision trees (ntree) was the one at which this minimal 

OOB error was considered constant. In the SVM, the radial basis function was used, and the cost 

and sigma parameters, as well as the XGBoost parameters, such as the learning rate, were 

automatically optimized by performing all possible combinations between 10 values of each 

parameter (i.e., a tune length of 10). A classifier that optimizes the user and producer accuracies 

(i.e., for high F1-score averages) was used for the prediction of object membership in classes. The 

class with the highest prediction probability was assigned to the object. 
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4.2.5.7. Accuracy assessment  

The reference data were overlaid with the objects from the segmentations, and for each class, the 

corresponding segments were divided between training segments (70%) and validation segments 

(30%), chosen randomly. Cohen's Kappa coefficient (Congalton, 1991; Cohen, 1960) and overall 

accuracy were calculated for global accuracy assessment. User accuracy, producer accuracy and 

F1-score were also calculated for individual class performance analysis (Costa et al., 2021; Yang, 

2001). 

4.2.5.8. Post-classification analysis  

Several criteria were used to exclude certain areas that were not suitable for the selected IAPS. 

Giant hogweed and phragmites do not colonize areas near residences (Lavoie et al., 2014; Page et 

al., 2006; Barney et al., 2006), and so prediction of these species was not performed within 10 m 

of residential buildings. Agricultural areas were also excluded, except parcel edges (10 m or less 

from edges) that may be invaded by these species.  

4.3. Results 

4.3.1. Mono-date classification  

Classification using just the WV-3 orthomosaic showed that the XGBoost classifier performed 

better (Kappa = 0.81) than the RF (Kappa = 0.77) and SVM classifiers (Kappa = 0.74) (Table 6). 

The performances obtained using the WV-3 orthomosaic are much better than those obtained from 

the SPOT-7 image classification (Kappa = 0.48 (SVM), 0.44 (RF) and 0.41 (XGBoost)). 

Classification performances for individual classes also showed that the WV-3 orthomosaic features 

discriminate classes better than SPOT-7, according to the F1-score. Japanese knotweed (maximum 

F1-score = 0.93, RF) and giant hogweed (maximum F1-score = 0.90, SVM) were better classified 

using the WV-3 orthomosaic than phragmites (maximum F1-score = 0.71, XGBoost) with the same 

orthomosaic. For all IAPS, the F1-score values were less satisfactory and did not exceed 0.65 

regardless of classifier when the SPOT-7 image was used (Table 6).  
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Table 6 : Performance measures of classifiers. The values in bold correspond to the maximum performance values. 

 
 WV-3 WV-3 + BTBR SPOT-7 SPOT-7 + BTBR WV-3 + SPOT-7 + BTBR 

 RF SVM XGBoost RF SVM XGBoost RF SVM XGBoost RF SVM XGBoost RF SVM XGBoost 

 
Kappa 0.77 0.75 0.81 0.85 0.80 0.81 0.44 0.48 0.41 0.64 0.65 0.49 0.85 0.80 0.81 

OA 0.87 0.85 0.89 0.91 0.88 0.89 0.70 0.72 0.66 0.80 0.80 0.70 0.91 0.88 0.89 

Japanese 

knotweed 

UA 0.90 0.87 0.90 0.88 0.83 0.90 0.67 0.74 0.47 0.77 0.81 0.58 0.88 0.85 0.85 

PA 0.97 0.94 0.97 0.97 0.97 1.00 0.50 0.47 0.58 0.67 0.72 0.64 0.97 0.92 0.94 

F1-score 0.93 0.91 0.93 0.92 0.90 0.95 0.57 0.58 0.52 0.72 0.76 0.61 0.92 0.88 0.89 

Phragmites 

UA 1.00 0.75 0.92 1.00 0.84 0.88 0.77 0.75 0.80 0.93 0.88 0.72 0.94 0.84 1.00 

PA 0.52 0.57 0.57 0.76 0.76 0.67 0.48 0.57 0.38 0.67 0.71 0.62 0.81 0.76 0.76 

F1-score 0.69 0.65 0.71 0.86 0.80 0.76 0.59 0.65 0.52 0.78 0.79 0.67 0.87 0.80 0.86 

Giant 

hogweed 

UA 0.78 0.82 0.90 0.82 0.82 0.80 1.00 0.75 0.33 0.80 0.60 0.50 0.82 0.83 0.80 

PA 0.70 0.90 0.90 0.90 0.90 0.80 0.20 0.30 0.20 0.40 0.30 0.20 0.90 1.00 0.80 

F1-score 0.74 0.86 0.90 0.86 0.86 0.80 0.33 0.43 0.25 0.53 0.40 0.29 0.86 0.91 0.80 

Absence 

UA 0.85 0.86 0.88 0.92 0.91 0.90 0.69 0.71 0.76 0.78 0.80 0.76 0.93 0.90 0.90 

PA 0.93 0.87 0.93 0.92 0.86 0.91 0.89 0.91 0.81 0.93 0.92 0.80 0.91 0.87 0.91 

F1-score 0.89 0.87 0.90 0.92 0.88 0.90 0.78 0.79 0.78 0.85 0.85 0.78 0.92 0.89 0.90 

Mean (F1-score) 0.81 0.82 0.86 0.89 0.86 0.85 0.57 0.61 0.52 0.72 0.70 0.58 0.89 0.87 0.87 

SD (F1-score) 0.10 0.09 0.08 0.03 0.03 0.07 0.12 0.11 0.13 0.09 0.15 0.15 0.03 0.03 0.03 

OA: Overall Accuracy, PA: Producer Accuracy, UA: User Accuracy, SD: Standard Deviation, RF: Random Forest, SVM: Support Vector Machines,  

XGBoost: Extreme Gradient Boosting 
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4.3.2. Multi-date classification  

4.3.2.1. Mono-date features combination with BTBR (WV-3-BTBR and SPOT-7-BTBR) 

RF was the best performing classifier, with a Kappa coefficient of 0.85 when the BTBR index was 

added to theWV-3 orthomosaic (increasing the Kappa coefficient from 0.77) (Table 6). The Kappa 

coefficient value for SVM also increased, from 0.75 to 0.80, while this coefficient remained 

constant for XGBoost (0.81) when the BTBR was incorporated. The reduction in confusion 

between phragmites and absences after incorporation of the BTBR index (maximum F1-score = 

0.86 versus 0.71 for WV-3) improved the performance indicators. The Kappa coefficients were 

also increased for the SPOT-7 image, from 0.44 to 0.64 for RF, 0.48 to 0.65 for SVM and 0.41 to 

0.49 for XGBoost. 

Individual classification performances between IAPS varied when comparing the addition of 

BTBR. For WV-3, there was an increase of the maximum F1-score value of 0.02 for Japanese 

knotweed and 0.15 for phragmites, whereas the maximum F1-score value was reduced by 0.04 for 

giant hogweed (Table 6). This suggests that the use of BTBR provides more benefits for phragmites 

than for the other two IAPS. The use of BTBR also improved the IAPS classification performance 

with SPOT-7 according to the F1-score. For RF, for example, the improvement is 0.15, 0.19, and 

0.20 for Japanese knotweed, phragmites and giant hogweed, respectively. However, these values 

are still lower than those obtained for WV3 + BTBR and do not exceed 0.79 (Table 6). 

4.3.2.2. Multi-date features combination with BTBR (WV-3 + SPOT-7 + BTBR) 

The performance of the three classifiers after the features from both images were combined with 

BTBR is similar to that obtained for WV-3 + BTBR, and better than that obtained for SPOT-7 + 

BTBR. RF remains the optimal classifier for classification of all three IAPS, with Kappa = 0.85, 

Kappa = 0.81 for XGBoost and Kappa = 0.80 for SVM (Table 6). The only difference observed 

between WV-3 + BTBR and WV-3 + SPOT-7 + BTBR is the F1-score value, which increases very 

slightly from 0.86 to 0.87 for phragmites. The combination of WV-3 + SPOT-7 + BTBR and RF 

was therefore used for the prediction and mapping of the three IAPS in the study area. 

4.3.3. Invasive alien plant species mapping 

Some representative examples of IAPS mapping after membership prediction using the RF 

classifier (WV-3 + SPOT-7 + BTBR) are shown in Figure 4. The objects identified as phragmites 

are mainly located along highways, drainage ditches and around water bodies (Figure 4a and 4b). 
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Identified giant hogweed plants are usually located along streams and woodland edges and in 

clearings under the canopy (Figure 4a and 4c). Large concentrations of Japanese knotweed were 

generally observed along trails, railroads and vacant lots (Figure 4d). The particularity of this 

species is its presence along the fences of houses where it had often been installed for ornamental 

purposes (Figure 4d). 

The total area of the three IAPS detected is 455 ha and represents 0.8% of the study area. The area 

of phragmites (378 ha) is much larger than that of Japanese knotweed (68 ha) and giant hogweed 

(9 ha). However, this area could be underestimated for phragmites and overestimated for Japanese 

knotweed and giant hogweed, based on the accuracy assessment measures (Table 6). The omission 

error (1-PA) for phragmites was 19%, while the commission error (1-UA) was 6% (RF, WV-3 + 

SPOT-7 + BTBR). The classifier was unable to predict some phragmites objects, but omitted more 

than it committed. A post-processing verification showed that objects classified as absence 

correspond to low densities of phragmites (Figure 5a) and areas where phragmites were not yet in 

the flowering stage (Figure 5b). 

Omission errors (1-PA) for Japanese knotweed and giant hogweed were 3 and 10%, respectively, 

while errors of commission (1-UA) were 12% and 18%, respectively. There were more absence 

objects incorrectly classified as these IAPS than those in the phragmites class. The presence of 

several plant species, including species spectrally similar to Japanese knotweed and giant hogweed 

(e.g., staghorn sumac (Rhus typhina) and wild red raspberry (Rubus idaeus)) could be considered 

as sources of the errors observed for these two IAPS (Figure 6). 
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Figure 4 : Examples of invasive alien plant species detected in four types of environment : 

riverbanks (a), roadsides (b), agriculture ditches (c), and residential areas (d). Species are indicated 

in yellow (giant hogweed), orange (phragmites), and purple (Japanese knotweed). 

 

Figure 5 : Examples of phragmites stands not detected. Phragmites at low density (a) and a 

phragmites stand before flowering stage (b) (field photography from 30th July 2020). 
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Figure 6 : Examples of non-invasive alien plant species classified as Japanese knotweed 

(commission errors). Field photography of staghorn sumac (Rhus typhina) from 30th July 2020 (a) 

and wild red raspberry (Rubus idaeus) from 29th July 2020 (b). 

4.4. Discussion 

4.4.1. Global performances of multi-species classification  

4.4.1.1. Mono-date classification 

According to the range of performances based on the Kappa coefficient (Monserud, 1990), very 

good performance was achieved with the mono-date classification (maximum Kappa coefficient = 

0.81, XGBoost) for WV-3, while the classification with the SPOT-7 image was fair (maximum 

Kappa = 0.48, SVM). 

Compared to the few studies that have mapped several IAPS over the same territory, the 

performances obtained for WV-3 (maximum overall accuracy = 91%) were comparable to that 

obtained by Ustin et al. (2002) (maximum overall accuracy > 90%) who mapped four IAPS 

(different from those in this study) in California (USA) from AVIRIS hyperspectral images 

acquired in summer. 

However, our results showed better performances compared to those obtained by Michez et al. 

(2016) who mapped Japanese knotweed and purple jewelweed (Impatiens glandulifera) using 

aerial images acquired in autumn (50 cm spatial resolution) in a riparian area in southern Belgium 

(overall accuracy = 72%). The variability of luminosity in autumn (between acquisition 

campaigns), the presence of shadows as well as a low coverage of targeted species were identified 

as the main factors related to their errors of classification. However, they obtained better results 

compared to ours with the use of SPOT-7 images, also acquired in autumn. In our study, this fair 
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performance could be related to the acquisition period (autumn) and the low separability between 

classes at this time of year (senescence for all species studied). Another source of classification 

errors could be related to low spatial resolution (6 m before pansharpening) compared to WV-3 

(1.24 m before pansharpening) and the images used by Michez et al. (2016) (50 cm). Spectral 

mixing would therefore be higher in the SPOT-7 image than in the WV-3 image and would reduce 

classification performance (Labonté et al., 2020; Michez et al., 2016). 

4.4.1.2. Multi-date classification 

The combination of multi-date features including the BTBR index resulted in excellent 

performances (maximum Kappa = 0.85), higher than those obtained for mono-date classification 

(maximum Kappa = 0.81). These results highlight the significant contribution of the BTBR, which 

has also been shown in other studies carried out in similar environments. As an example, Martin et 

al. (2018) obtained a 61% detection rate for Japanese knotweed mapping by adding the modified 

BTBR (MBTBR) to the bands of the Pléiades images used. This detection rate was 50% and 59% 

when mono-date bands from autumn and summer were used, respectively. Dorigo et al. (2012) 

also obtained very good performance with an overall accuracy of 93% for mapping Japanese 

knotweed using multi-date drone images combined with the BTBR. 

In addition to the BTBR, the most relevant features are the transformations of the initial bands, 

mainly vegetation indices and features from the IHS (Intensity, Hue, Saturation) transformation. 

These features are mostly WV-3-derived and represent 70% of the features used by the best 

classifier (WV-3 + SPOT-7 + BTBR, RF). The under-representation of the features calculated from 

the SPOT-7 image once again confirms the low contribution of this image type. 

The textural features and means of the spectral bands were the least-used features in the classifiers. 

Apart from the entropy of the red band of the SPOT-7 image, no other textural features are present 

among the 25 most important features identified by the RF method. However, some studies have 

demonstrated the importance of texture in the classification of IAPS such as Japanese knotweed 

and giant hogweed (Michez et al., 2016; Dorigo et al., 2012). In our study, this result is not 

surprising, although colonies of some species, such as Japanese knotweed, are easily visible in the 

images. The spatial resolution of the images, the size of the IAPS patches and the level of 

separability from other native species are the main factors that influence the effectiveness of these 

features (Dorigo et al., 2012). Given that the WV-3 orthomosaic is at very high resolution and 

would be adequate for the use of texture to discriminate IAPS, the low contribution of texture 
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features in this study could therefore be attributed to the presence of several native plant species 

with high intraspecific variability that are spectrally similar to the IAPS studied (e.g., staghorn 

sumac and wild red raspberry). 

Among the means of the spectral bands, only the red-edge band was selected and ranked 1st out of 

the 25 relevant features (determined by the Gini index (Breiman, 2001)). In contrast, derived 

features such as maximum, skewness and standard deviation were selected (i.e., 11 out of 25). The 

absence of the mean features from the spectral bands in this study is in contradiction with the results 

obtained by other authors. Michez et al. (2016) noticed that the mean features from the RGB drone 

images were among the most important features in the classification of IAPS, including Japanese 

knotweed. This difference could be explained by the different composition of native species (i.e., 

many native species in our study area are similar to IAPS in the visible bands). It is therefore 

important to note that the use of this methodology in another environment should be adapted, taking 

into account each environment specificity, especially the composition of native plant species. 

4.4.2. Individual class performances 

4.4.2.1. IAPS spatial distribution  

One of the major challenges in the classification of IAPS is to collect enough reference data to 

build robust and easily generalizable models. For the phragmites, for example, very dense patches 

are often located along highways, which limits access to these samples for modelling. Some of the 

reference data used are thus less representative (e.g., lower density), reducing the classification 

performances of this species due to spectral mixing. More specifically, a verification showed that 

several omission errors for this species were related to low density phragmites objects, which was 

also observed by Rupasinghe and Chow-Fraser (2021), who found that low cover negatively 

affected phragmites’ classification performance. Giant hogweed reference data are also difficult to 

access because of the systematic control (removal) conducted annually in the study area.   

This lack of reference data creates an imbalance between absence data and the other classes, 

affecting classification performances (Pranto and Paul, 2021; Richhariya and Tanveer, 2020; More 

and Rana, 2017). The ratio of absence to IAPS data is approximately 2, 4 and 10 for Japanese 

knotweed, phragmites and giant hogweed, respectively. One reason for the poor performances of 

SVM compared to RF and XGBoost could be related to this imbalance between classes. Several 

authors have found that some classifiers, such as SVM, are more sensitive to highly unbalanced 

data (Gašparović and Dobrinić, 2020; Richhariya and Tanveer, 2020; Lemnaru and Potolea, 2012; 
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Nguyen et al., 2011; Akbani et al., 2004) than classifiers based on decision trees such as RF and 

XGBoost (Gašparović and Dobrinić, 2020; Zhao et al., 2018; More and Rana, 2017). 

In addition to the use of less sensitive learning classifiers, other alternative techniques that involve 

undersampling the majority class or oversampling the minority class by creating new synthetic 

samples (e.g., Synthetic Minority Oversampling Technique) can be used (Patil et al., 2020; Lin et 

al., 2018; Fernandez et al., 2018; More and Rana, 2017). However, these techniques should be 

used with caution, as undersampling can reduce the diversity of absence data, especially in diverse 

environments such as our study area (Patil et al., 2020; Xu et al., 2019). Oversampling can also 

create highly correlated and interdependent synthetic data, which could imply a reduction in the 

efficiency of certain methods for selecting relevant features (Blagus and Lusa, 2013). A 

collaborative data collection and the sharing platforms of IAPS distribution are alternatives to 

improve access to reference data (e.g., the SENTINELLE platform of the Quebec government's 

Ministry of Environment and Climate Change). 

4.4.2.2. Acquisition date and very high spatial resolution satellite images availability  

The high performance for Japanese knotweed and giant hogweed with the WV-3 orthomosaic alone 

seems to be related to the optimal acquisition period. The month of July corresponds to the period 

when Japanese knotweed patches are well developed and delimited, which can facilitate detection 

using an OBIA approach. Giant hogweed is also in flowering season and the white umbels visible 

in the WV-3 image helped to discriminate them from other species (Michez et al., 2016). This 

result is financially and technically interesting, as the use of multi-date images often requires 

additional financial costs and potentially energy-consuming image co-registration and calibration 

processing. This study therefore shows the effectiveness of using a single very high spatial 

resolution image (WV-3) for these two IAPS when acquired at the optimal period. 

For phragmites, the poor performance compared to the other two IAPS can be related to a non-

optimal acquisition period. The SPOT-7 image is less efficient for reasons mentioned in the 

previous sections, and the WV-3 image was acquired in July before its flowering (occurs in 

August). It is during the flowering period that the spectral signature of phragmites is most distinct 

from the rest of the surrounding vegetation (Rupasinghe and Chow-Fraser, 2021). For example, a 

study using WV-2/3 satellite imagery acquired during the optimal flowering period to detect 

phragmites resulted in an overall accuracy of 93% (Rupasinghe and Chow-Fraser, 2021). When a 

mono-date image acquired at the optimal period for this species is not available, multi-date images 
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can therefore be an interesting alternative to improve phragmites detection, as illustrated by the 

increase of the F1-score performance in our study (0.71 to 0.87). Other studies have also 

demonstrated that using multi-date images can improve classifier performance for this species 

(Rupasinghe and Chow-Fraser, 2019; Abeysinghe et al., 2019; Poulin et al., 2010). Abeysinghe et 

al. (2019) achieved 94% overall accuracy for phragmites detection using multi-date very-high 

spatial resolution drone images. Rupasinghe and Chow-Fraser (2019) also obtained good 

performances (overall accuracy = 88%) using medium spatial resolution (Landsat7/8 and Sentinel-

2) imagery to map phragmites. 

However, the availability of both very high spatial and spectral resolution images is an important 

limitation in a context where multi-date images are needed to simultaneously map several IAPS 

with different optimal phenological periods. On the other hand, medium spatial resolution imagery 

(e.g., Landsat and Sentinel-2), more easily accessible and available, can be used when the objective 

is to detect patches whose size is greater than or equal to that of the image pixel (Wang et al., 

2022). For small IAPS patch detection, especially in the case of early detection, fusion techniques 

(e.g., super-resolution) between medium and high spatial resolution images can be useful (Chen et 

al., 2020).  

Super-resolution is a technique of deriving high-resolution images from low spatial resolution 

images (Wang et al., 2022; Müller et al., 2020; Shermeyer and Van Etten, 2019). Some of the most 

widely used techniques are based on deep learning (Wang et al., 2022; Bachir et al., 2021). For 

example, PlanetScope (3 m) and Sentinel-2 (10 m) images, acquired every day and every five days, 

respectively, can easily be available at optimal times. New multispectral band images with better 

spatial resolution can therefore be created to improve the classification obtained from initial 

low/medium spatial resolution images. Shermeyer and Van (2019) were able to achieve a 36% 

improvement in the detection accuracy of several objects (e.g., cars, airplanes, and boats) using 

super-resolution to increase the resolution of WV-3 images (30 cm to 15 cm). However, this 

technique has been less-used for IAPS detection (Chen et al., 2020). A few studies have highlighted 

the potential of this technique to improve detection (Chen et al., 2020; Shermeyer and Van Etten, 

2019; Pouliot et al., 2018). Although this technique is demanding in computational resources, 

expertise and processing time, it should be explored for IAPS classification from medium spatial 

resolution images when very high spatial resolution images are not available or accessible. In fact, 

this technique was tested in our study for phragmites detection using the fusion between Sentinel-
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2 (10 m) and Planetscope (3 m) images acquired during the flowering period (August 2020), and 

between SPOT-7 and GeoEye-1 images acquired in autumn (November 2020, 0.5 m) with two 

different deep-learning based techniques, residual convolutional neural networks (Latte and 

Lejeune, 2020) and enlighten-generative adversarial networks (Gong et al., 2021), respectively. 

The performances were poor compared to the other approaches previously presented (Kappa < 0.5). 

Again, we hypothesize that the low density of colonies could explain these low accuracies for 

Sentinel-2 and Planetscope images, while the non-optimal acquisition period could explain the low 

accuracies obtained with SPOT-7 and GeoEye-1 images. This approach could therefore be 

improved by using a higher amount of representative reference data and by improving the timing 

for the images. It would also be interesting to explore classifications based on class density to 

properly identify the potential of applying super-resolution with medium (often available during 

optimal period) and high spatial resolution images.  
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4.5. Conclusion  

This study was conducted in an urban heterogeneous environment and produced a multi-species 

classification of three IAPS using a multi-date approach, with good performances. These results 

demonstrate the potential of remote sensing to monitor IAPS in such an environment with high 

spatial satellite images. For operational purposes, the mapped areas of presence can be used for the 

monitoring and control of these IAPS that colonize several types of environments in the study area. 

The main limitations of this methodology are linked to the small amount of reference IAPS data, 

the high cost of very high spatial resolution and multi-date images, and the low availability of these 

images at optimal phenological periods of detection. Further studies are therefore needed to analyse 

the mapping performance of IAPS in similar environments using easily available images (e.g., 

Sentinel-2 and Landsat acquired during optimal periods) combined with techniques such as super-

resolution. 
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5. Cartographie des nerpruns bourdaine et cathartique (Frangula alnus and Rhamnus 

cathartica) en utilisant les images satellitaires multi-date SPOT-7, WorldView-3 et GeoEye-1 

L’article scientifique présentant les résultats de cette étude a été soumis au journal scientifique 

International Journal of Digital Earth, le 08 Août 2022 (preuve de soumission : annexe 2). La 

numérotation des titres, figures, tableaux et annexes a été modifiée afin de faciliter la lecture. 

Mapping common and glossy buckthorns (Frangula alnus and Rhamnus cathartica) using 
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Abstract : 

Buckthorns (Glossy buckthorn, Frangula alnus and common buckthorn, Rhamnus cathartica) 

represent a threat to biodiversity as their high competitivity lead to native species’ replacement and 

the inhibition of forest regeneration. Early detection strategies are therefore necessary to limit 

impacts, and remote sensing is one of the techniques for early invasion detection. Few studies have 

used phenological remote sensing approaches to map buckthorn distribution from medium spatial 

resolution images. Those studies highlighted the difficulty of detecting buckthorns of low density 

and in understory using this category of images. The main objective of this study was to develop 

an approach using multi-date very high spatial resolution satellite imagery to map buckthorns in 

the understory and at low density in the Québec city area. We used WorldView-3, GeoEye-1 and 

SPOT-7 satellite imagery and machine learning classifiers (Support Vector Machines, Random 

Forest and Extreme Gradient Boosting). The multi-date classification performed well using a RF 

classifier (Kappa = 0.72, overall accuracy = 83%). We achieved better performances than previous 

studies carried out in similar environments. However, buckthorns in understory distribution was 

identified as the main limit to this approach, and LiDAR data could be used to improve buckthorn 

mapping in similar environments. 
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5.1. Introduction 

Human activities and climatic variability are the main drivers for the introduction and spread of 

invasive alien plant species (IAPS) (Kumar Rai and Singh, 2020; Langmaier and Lapin, 2020; Paz-

Kagan et al., 2019; Guido and Pillar, 2017; Early et al., 2016). This introduction, intentional or 

accidental, as well as its spread after installation, can lead to ecological, health and negative 

economic impacts (e.g., the replacement of native species, the expense of eradication interventions, 

the loss of invaded land value, photodermatitis from contact with the plant sap of some IAPS such 

as giant hogweed (Heracleum mantegazzianum)) (Lavoie et al., 2014; Vilà et al., 2010; Mack et 

al., 2000).  

Glossy buckthorn (Frangula alnus) and common buckthorn (Rhamnus cathartica) are native to 

Europe and were introduced in North America in the early 19th century, initially used as windbreaks 

(Boettcher, Gautam, and Cook, 2021; Becker et al., 2013; Heneghan et al., 2006). These IAPs 

colonize open environments (e.g., wastelands) where they form very dense colonies (Heneghan et 

al., 2006; Frapier, 2004), forest edges, understory and along rivers (Lavoie et al., 2014). These 

IAPS are also characterized by a particular phenology. Their leaves remain green late in the fall 

and appear very early in the spring (Labonté et al., 2020; Becker et al., 2013; Knight et al., 2007; 

Archibold et al., 1997). Heneghan et al. (2006) also found that buckthorns alter soil chemical 

properties as a result of altered moisture and accelerated organic matter transformation processes 

(e.g. nitrogen and carbon mineralization). These changes in organic matter cycling can 

subsequently cause an increase in pH and decrease of soil nutrient availability for other organisms 

(Knight et al., 2007). The loss of biodiversity, the facilitation of the establishment of new invasive 

species and the inhibition of forest regeneration are the main impacts of these IAPS in invaded 

areas (Lavoie et al., 2014; Knight et al., 2007; Frapier, 2004).  

Buckthorns are more competitive and replace native species by reducing their recruitment. As an 

example, Frapier (2004) showed that sites with high buckthorn percentage cover (> 90% cover), 

recruited fewer new pines (0.11 seedlings/m2) than sites without buckthorns (0.40 seedlings/m2) in 

a coniferous forest (Pinus sp.) of New Hampshire (USA). Replacement of native species is also 

facilitated by the high germination rate of buckthorns, which can reach 85% (Archibold et al., 

1997). Moreover, their high photosynthesis rate can be up to twice that of native species which 
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allows them to grow very rapidly (Kalkman et al., 2019; Harrington et al., 1989). This high 

competitiveness (Boettcher et al., 2021; Kalkman et al., 2019) requires early detection strategies 

so that eradication interventions can be performed at the early stages of invasion. Identification can 

be made by in situ inventories which are time consuming and expensive, especially when 

conducted in areas with limited access (Lawrence et al., 2006). Remote sensing has the potential 

to reduce these constraints and improve detection. 

Only two studies that used remote sensing to map buckthorn distribution were found in the 

literature. A phenological approach based on a series of six multi-date (April, June, August, 

September, October and November) Landsat-8 OLI images was used by Labonté et al. (2020) to 

map understory buckthorns in Richmond and Cookshire (Quebec, Canada), in a forest dominated 

by broadleaf deciduous and coniferous trees. A relatively low overall accuracy of 69% was 

obtained and attributed to low levels of buckthorn cover and spectral mixing in the images (Labonté 

et al., 2020). Becker et al. (2013) used the same approach with a series of 49 Landsat 7 ETM+ and 

Landsat 5 TM images (January to December between 2001 and 2011) in Ohio and Michigan (USA) 

and obtained an overall accuracy of 88%. This good accuracy can be explained by the study 

environment (oak openings) and high buckthorn density. Labonté et al. (2020) showed that the 

classification error decreased with the increase of buckthorn cover levels in the studied plots (plot 

size = 30 × 30 m), as the spectral mixing in the pixel is reduced. For example, this error was 20% 

when buckthorn cover was greater than or equal to 75%, and 31% with cover greater than or equal 

to 25%. These studies thus highlight the limits of detecting low density and understory buckthorns 

(i.e., low percentage cover in a pixel) using medium spatial resolution satellite imagery. Although 

the use of multi-date very high (VHR) and high spatial resolution (HR) images could improve 

classification accuracy (Labonté et al., 2020; Becker et al., 2013), there are no studies to date that 

have incorporated these data to map low-density and understory buckthorns. 

The main objective of this study is then to explore and compare the use of multi-date HR and VHR 

satellite imagery in combination with machine learning classifiers to detect understory buckthorns 

at low density.  
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5.2. Material and methods 

5.2.1. Study area 

The study area is a 4 km long riparian zone located along the Beauport River in Quebec City 

(46°52'02''N, 71°12'35''W) (Figure 7). The canopy of the area is dominated by broadleaf deciduous 

trees: boxelder maple (Acer negundo), red maple (Acer rubrum), American elm (Ulmus 

americana), black willow (Salix nigra) and white birch (Betula papyrifera). A few patches of 

evergreen trees are present, mainly coniferous including blue spruce (Picea pungens) and balsam 

fir (Abies balsamea). In this area, buckthorn individuals are understory and isolated and do not 

form homogeneous patches. We therefore chose this riparian zone as our study area because of (1) 

the presence of many buckthorn individuals and (2) their spatial distribution (i.e. low density and 

understory) allowing us to test the detection efficiency of the VHR and HR images. 

 

Figure 7 : Study area and collected sample locations. The background is a true color composite 

(red, green, blue) of a GeoEye-1 satellite image acquired on November 5th 2020. 
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5.2.2. Reference data 

Reference data collection was conducted in the field during two periods: in the summer (June 26 

to August 26, 2020) and in late fall (October 15 to 21, 2021), when buckthorns are easily 

identifiable after most broadleaf deciduous have lost their leaves (Figure 8). Three classes of 

reference data were collected: buckthorn, evergreen, and broadleaf deciduous species. Two high-

accuracy (≈1m) Pro 6 H (Trimble, California) and Arrow Gold (EOS positioning system, Quebec) 

GNSS (Global Navigation Satellite Systems) receivers were used to locate and record the crown 

centre position of individuals of the three classes. 

The broadleaf deciduous class corresponds to the dominant individuals in the study area and 

samples were randomly collected. Buckthorn and evergreen species were less numerous, and all 

accessible individuals were collected. Buckthorns that were less than 4 m tall or characterized by 

small crown surface were not used, as they are completely understory and could not be detected by 

remote sensing. The total number of points collected for each class was 54, 50, and 108 for 

buckthorn, evergreen and deciduous species, respectively. 

 

 

Figure 8 : (a) Field (October 20, 2021) and (b) drone (October 15, 2021) photos of Buckthorns 

(red circles) understory (source: Centre d’enseignement et de recherche en foresterie). 

5.2.3. Images acquisition and pre-processing 

Three multi-source images acquired by WV-3/WV110 (WorldView-3 /World View 110 camera, 

July 07, 2020), SPOT-7/NAOMI (Satellite Pour l'Observation de la Terre -7, New AstroSat Optical 

Modular Instrument, October 26, 2019), and GeoEye-1/GIS (GeoEye Imaging System, November 

05, 2020) were used. The spectral and spatial characteristics of these images are presented in Table 

7. 
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Table 7 : Imagery specifications 

Satellite  Band Wavelength range 

(center) (nm) 

Spatial 

resolution (m) 

WV-3 

Coastal 400 – 450 (425) 

1.24 

Blue 450 – 510 (480) 

Green 510 – 580 (545) 

Yellow 585 – 625 (605) 

Red 630 – 690 (660) 

Red Edge 705 – 745 (725) 

Near-infrared 770 – 895 (832.5) 

Near-infrared 860 – 1040 (950) 

Panchromatic 450 – 800 (625) 0.31 

SPOT-7 

Blue 450 – 520 (485)  

Green 530 – 590 (560)  

Red 625 – 695 (660) 6 

Near-infrared 760 – 890 (825)  

Panchromatic 450 – 745 (597.5) 1.5 

GeoEye-1 

Blue 450 – 510 (480)  

Green 510 – 580 (545)  

Red 655 – 690 (672.5) 2 

Near-infrared 780 – 920 (850)  

Panchromatic 450 – 800 (625) 0.5 

WV-3 : WorldView3, SPOT-7 : Satellite Pour l’Observation de la Terre -7 

 

Atmospheric corrections were performed using the ATCOR module (PCI Geomatics 2018) and 

fusion of the panchromatic band with the multispectral bands was performed using the ratio 

component substitution (RCS) fusion method available in the Orfeo toolbox (Deur et al., 2021; et 

al., 2020; Grizonnet et al., 2017). 

A digital terrain model (Varin et al., 2020) at one-meter spatial resolution was used for 

orthorectification of the pansharpened images, and an orthomosaic of the WV-3 image was 

generated using the Bundle colour balancing method (PCI Geomatics 2018) from fourteen tiles. 
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Three masks were applied to remove unvegetated areas, shadows and vegetation less than 4 m tall. 

A first mask was created using the WV-3 image to remove water, bare soil and buildings by 

applying a normalized difference vegetation index (NDVI) threshold (NDVI < 0.37) based on the 

NDVI distribution of the field reference data. A second mask to remove shadows was applied using 

a shadow index (SI) threshold (Zhou et al., 2018) (SI ≤ 13.13) based on SI analysis of shadow 

objects. A third mask to remove vegetation below 4 m was applied using a digital height model at 

one-meter spatial resolution (Varin et al., 2020).   

5.2.4. Segmentation  

The GeoEye-1 image was used for segmentation because of its acquisition period (i.e., fall) that 

maximizes the separability between buckthorns and other species (i.e., buckthorns leaves remain 

green late in the fall) and its better spatial resolution than the SPOT-7 image taken at the same 

season. The multi-resolution algorithm was selected for segmentation due to its performance in 

several recent image segmentation studies (Lourenço et al., 2021; Chen et al., 2021). 

The segmentation parameter values (i.e., scale, colour, and compactness) were determined using 

an iterative trial-and-error process combined with the estimation of scale parameter (ESP2) method 

(Drăguţ et al., 2014, Fernandes et al., 2014; Müllerová et al., 2013; Jones et al., 2011, Drǎguţ et 

al., 2010). The values obtained are 5, 0.9 and 0.5, respectively for scale, colour, and compactness 

and 1 and 2 for the weight of the blue and green bands and of the red and near-infrared bands, 

respectively. 

Spectral, textural, and geometric arithmetic features were extracted from the objects resulting from 

the segmentation (Table 8). A total of 150 features for WV-3 and 77 for each of the SPOT-7 and 

GeoEye-1 images were calculated, for a total of 304. The features were centred and scaled and a 

correlation analysis was performed to eliminate correlated features using a Pearson coefficient 

greater than or equal to 0.85 (Varin et al., 2020). The Jeffries Matusita (JM) separability distance 

was used to select the most relevant features among two correlated ones.  
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Table 8 : Features used for classification 

Category Feature  Band combination Reference 

Spectral 

Mean All  

Maximum All  

Standard deviation All  

95th percentile All  

Skewness All  

NDVI (Normalized Difference Vegetation Index) (NIR - red) / (NIR + RE) Carlson et Ripley (1997) 

RENDVI (Red-Edge Normalized Difference Vegetation Index) (NIR - RE) / (NIR + RE) Waser et al., (2014) 

VARI (Visible Atmospherically Resistant Index) (green - red) / (green + red - blue) Gitelson et al., (2002) 

RGR (Red Green Ratio) red / green Zhou et al., (2021) 

SR (Simple Ratio) NIR /rouge Zhou et al., (2021) 

BTBR (Bi-Temporal Band Ratio) red, green* Dorigo et al., ( 2012) 

HSI (Hue, Saturation, Intensity) red, green, blue* Chaudhary et al., (2012) 

CI (Colour Index) (red - green) / (red + green) Escadafal et al., (1991) 

BI (Brightness index) (red 2 + NIR2)0.5 Zhou et al., (2018) 

Textural 

GLCM (Gray Level Co-occurrence Matrix): contrast, correlation, 

entropy, homogeneity, angular second moment, mean, standard 

deviation 

GLDV (Gray Level Difference Vector) : contrast, entropy, mean, 

angular second moment 

All Haralick (1979) 

Geometric Width, length, compactness - - 

NIR : Near-infrared, RE : Red-Edge 

*Because of limited space, only used bands are presented (see references for detailed definition)
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5.2.5. Classification approach and optimization of machine learning classifiers  

Object-based classification was performed following a multi-date approach by combining 

the three images and the BTBR (Bi-Temporal Band Ratio) (WV-3 + SPOT-7 + GeoEye-1 

+ BTBR). The BTBR (equation 1) developed by Dorigo et al. (2012) and used for multi-

date classification was calculated between WV-3 and each of the other two images 

(BTBR1: WV-3 and GeoEye-1, BTBR2: WV-3 and SPOT-7), 

                                            BTBR = 

Roff
Ron

 − 
Goff
Gon

Roff
Ron

 + 
Goff
𝐺on

                                                                     (1) 

 

where R and G indicate reflectance values in red and green band, respectively. The suffixes 

indicate the image acquisition period (growing season (on) and senescence period (off)). 

Random Forest (RF) (Breiman 2001), Support Vector Machines (SVM) (Guenther and 

Schonlau 2016) and Extreme Gradient Boosting (XGBoostt) (Zarei, Hasanlou, and 

Mahdianpari 2021; Samat et al., 2020) classifiers were used for classification and the 

recursive feature elimination method was used to select relevant discriminant features 

(Yang et al., 2019; Guyon et al., 2002; Ambroise and McLachlan 2002). The caret library 

in R (R core team 2021) was used to optimize the number of random features used at each 

node (mtry) and the number of decision trees (ntree) for the RF classifier. The radial basis 

function was used for SVM; the cost and sigma parameters as well as the XGBoost 

parameters, such as the learning rate, were automatically optimized using the caret library 

(R core team 2021). 

5.2.6. Classification accuracy assessment 

The segments were overlaid on the reference data, and 70% of each class was used to train 

the models while 30% of the segments were used for validation. Cohen's Kappa coefficient 

(Congalton 1991; Cohen 1960), overall accuracy, and the F1-score (i.e., the harmonic mean 

of user and producer accuracy) (Costa et al., 2021; Yang 2001) were used to evaluate the 

accuracy of the models. The output of the models is a membership probability between 0 

and 1 for each class. The sum of the class probabilities is equal to 1. The membership of 

the object was the class with the highest probability. 
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5.3. Results and discussion 

The multi-date classification performed in this study shows that the RF classifier performs 

better (Kappa = 0.72) compared to the other classifiers (Kappa = 0.69 (SVM); 0.66 

(XGBoost) (Table 9). 

Table 9 : Performance measures of classifiers. Values in bold indicate the maximum 

performance values 

GeoEye-1 + WV-3 + SPOT-7 + BTBR1+ BTBR2 

  RF SVM XGBoost 

Global 
Kappa 0.72 0.69 0.66 

OA 0.83 0.82 0.80 

Buckthorns 

UA 0.67 0.67 0.67 

PA 0.57 0.43 0.43 

F1-score 0.62 0.52 0.52 

Evergreen trees 

UA 0.93 0.93 0.93 

PA 0.93 1.00 0.93 

F1-score 0.93 0.97 0.93 

Broadleaf 

deciduous 

UA 0.85 0.81 0.78 

PA 0.91 0.91 0.91 

F1-score 0.88 0.85 0.84 

Mean F1-score 0.81 0.78 0.76 

Standard deviation 0.13 0.17 0.16 

BTBR: Bi-Temporal Band Ratio, BTBR1: WV-3 and GeoEye-1, BTBR2: WV-3 and 

GeoEye-1, RF: Random Forest, SVM: Support vector machines, XGBoost: Extreme 

gradient boosting, OA: Overall Accuracy, UA: User’s accuracy, PA: Producer 

Accuracy. 

For individual class performance, buckthorns are less well detected compared to the other 

classes regardless of the classifier used. In particular, the optimal classifier (RF) for 

buckthorns reaches 0.62 (F1-score) compared to 0.93 and 0.88 for broadleaf deciduous and 

evergreen species, respectively (Table 9). This low F1-score value results from omission 

errors (43%, 1-producer's accuracy) and commission errors (33%, 1 - user's accuracy). The 

omission errors indicate the difficulty of the classifier to predict some buckthorns, while 

the commission errors show that some absences (e.g., broadleaf deciduous or evergreen 

species) were classified as buckthorns. The spatial distribution of buckthorns in the study 

area probably explains these errors. Although individuals less than 4 m tall were eliminated 

from the analyses, buckthorns are always found below the canopy of other dominant 

broadleaf deciduous, so branches and trunks of other overhanging trees would contribute 
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strongly to the pixel reflectance (Labonté et al., 2020). Broadleaf deciduous trees (e.g., 

black willow) were also observed with green leaves late in the fall, which could contribute 

to misclassification. 

These results produced higher levels of accuracy (overall accuracy = 83%) compared to 

studies conducted in similar conditions (Labonté et al., 2020) (overall accuracy = 69%). 

The relatively low performance of Labonte et al.’s  study was related to the spectral mixing 

in the pixels of the medium spatial resolution image they used (Landsat 8 OLI), in a context 

where the size of the individuals was smaller than that of the pixels (Labonté et al., 2020). 

The VHR used in our study therefore appear to have reduced the effects of spectral mixing. 

On the other hand, the results obtained here are comparable to those found by Becker, 

Zmijewski, and Crail (2013), who detected buckthorns in a more favourable context (i.e., 

open environment and high densities) than ours (OA: 88%, Kappa: 0.73). Considering the 

detection challenges in our study area, our multi-date classification approach is performing 

well, although improvements are needed to produce a more accurate map that can be used 

directly by managers. 

In addition, fifteen features used by the optimal classifier highlight the relevance of the 

multi-date classification approach. The features calculated from the WV-3 and GeoEye-1 

images contributed in similar proportions (6/15 for WV-3 and 7/15 for GeoEye-1), in 

addition to the BTBR calculated between these two images (BTBR1). However, the 

contribution of the features calculated from SPOT-7 is less significant (1/15). This could 

be due to the low spatial resolution of the multispectral SPOT-7 bands (6 m, before 

pansharpening) compared to those from GeoEye-1 (2 m) and WV-3 (1.24 m), hence the 

advantage of using VHR images in the development of buckthorn mapping methods. Our 

study also highlights the low relevance of adding lower resolution images to VHR images 

acquired at the same period. 

In environments similar to our study area, the omission and commission errors could be 

reduced using other data sources, such as high-density point clouds from LiDAR (Light 

Detection and Ranging) acquired in the fall season. These data have not yet been exploited 

for buckthorn detection, although they have been used successfully in previous vegetation 

mapping studies (Budei et al., 2018; Dalponte et al., 2008; Asner et al., 2008). In particular, 

high density or multiple-return LiDAR would allow to derive several structural features 
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(e.g., crown shape and area), identification of crowns at different heights (Shi et al., 2018), 

and the extraction of several radiometric features derived from backscattered signal 

intensity (Shi et al., 2018; Ørka et al., 2009; Dalponte et al., 2009; Dalponte et al., 2008; 

Asner et al., 2008). These features could be incorporated into optical images to improve 

remote sensing mapping approaches for buckthorns in understory and at low density. 

Features such as height could allow for a more accurate removal of unsuitable vegetation 

strata using a canopy height model (Asner et al., 2008), while radiometric features could 

be used for discrimination between buckthorns and native species (Shi et al., 2018; Ørka 

et al., 2009; Dalponte et al., 2008). 

5.4. Conclusion 

The performances of mapping buckthorns in understory at low density using multi-date 

VHR and HR images is satisfactory in comparison with similar but rare previous studies. 

However, the use of this approach in an operational context (e.g., target intervention areas) 

would require improvements to reduce the errors and thereby target the problematic areas 

more precisely. Future studies could incorporate LiDAR data as well as multispectral 

images at centimetre resolution (e.g., drone images) to improve buckthorn detection in 

understory. 
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6. Discussion générale 

Ce projet, dont l’objectif principal était de mettre en place une méthode de cartographie 

des principales EEEv dans un milieu urbain hautement diversifié, a permis de réaliser une 

classification multi-espèces d’EEEv selon une approche multi-date, avec de bonnes 

performances pour la renouée du Japon, la berce du Caucase et le phragmite. Les résultats 

obtenus pour les nerpruns sont également prometteurs et nécessitent d’être améliorées en 

intégrant d’autres sources de données telles que le LiDAR.  

La classification multi-date s’est avérée moins pertinente par rapport à la classification 

mono-date pour la berce du Caucase et la renouée du Japon.  Ainsi, une seule image mono-

date à très haute résolution spatiale (WV-3) pourrait permettre de cartographier ces deux 

EEEv avec une bonne précision dans un contexte similaire au nôtre, à condition que 

l’image soit acquise durant la période optimale (Juillet-Août). Pour le phragmite, la période 

d’acquisition des images WV-3 moins optimale n’a pas pu permettre d’atteindre les bonnes 

performances obtenues pour la berce du Caucase et la renouée du Japon. L’approche multi-

date s’est par contre avérée intéressante pour cette espèce. D’autres études antérieures ont 

également démontré que l’utilisation des données multi-date améliore les performances des 

modèles de classification pour cette espèce (Rupasinghe et Chow-Fraser, 2019; 

Abeysinghe et al., 2019; Poulin et al., 2010). Dans notre étude, l’approche multi-date a 

donc été privilégiée par rapport à l’approche mono-date, parce que l’objectif était de 

réaliser une classification simultanée de plusieurs EEEv, caractérisées par des périodes 

phénologiques de séparabilité optimale différentes. Dans un contexte de ressources 

financières limitées, l’approche mono-date serait à privilégier.  

Afin de réduire les coûts d’acquisition des images multi-date à très haute résolution 

spatiale, d’autres études sont nécessaires afin d’analyser les performances de cartographie 

d’EEEv dans des milieux semblables à notre zone d’étude en utilisant des images plus 

accessibles (gratuites) à moyenne résolution spatiale et acquises en périodes optimales (p. 

ex. Sentinel-2, Landsat, Planetscope). Cependant, les colonies à détecter doivent être 

suffisamment développées pour que leur taille soit supérieure ou égale à celle du pixel des 

images afin d’éviter le problème de mixage spectral (Wang et al., 2022). Pour les détections 

précoces d’EEEv (colonies moins développées) à partir d’images gratuites à moyenne 

résolution spatiale, les techniques d’amélioration de la résolution spatiale telle que la super-
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résolution peuvent notamment être utilisées (Wang et al., 2022; Bachir et al., 2021; Chen 

et al., 2020). Dans notre étude, cette technique a été testée pour le phragmite en utilisant la 

fusion entre les images Sentinel-2 (10 m) et Planetscope (3 m) acquises en périodes de 

floraison (Août 2020) et entre SPOT-7 et GeoEye-1 (automne 2020). Les performances 

étaient médiocres par rapport aux autres approches précédemment présentées (Kappa < 

0.5). Nous supposons que le petit nombre d’échantillons, la faible densité des colonies ainsi 

que la période d’acquisition non optimale (pour l’image SPOT-7) seraient à l’origine de ce 

résultat obtenu. Afin de réduire les impacts liés aux faibles quantités de données de 

référence sur les performances de classification, l’utilisation d’algorithmes de 

classification moins sensibles ou d’autres techniques de sur-échantillonnage des classes 

minoritaires ou de sous-échantillonnage de la classe majoritaire pourra être envisagée. Des 

outils de partage des données de référence tels que la plateforme SENTINELLE seraient 

également une autre alternative permettant l’accès à ces données de référence d’EEEv. 

Cependant, ces données sont souvent moins précises et une validation de présence pourrait 

d’abord être réalisée avant leur utilisation (p. ex  photo-interprétation). 

Pour les nerpruns, d’après les observations réalisées sur terrain, les deux espèces étudiées 

sont rarement dominantes et se trouvent toujours sous la canopée des autres feuillus dans 

les endroits colonisés. Cette distribution spatiale des nerpruns explique probablement en 

grande partie les erreurs de classification observées car les branches et les troncs des autres 

arbres en surplomb contribueraient fortement à la réflectance des pixels (Labonté et al.; 

2020), ce qui réduirait la séparabilité avec d’autres espèces.  L’utilisation dans un contexte 

opérationnel (p. ex. : cibler des zones d’intervention) de l’approche développée dans cette 

étude nécessiterait des améliorations afin de réduire les erreurs de classification obtenues 

et ainsi cartographier plus précisément les secteurs problématiques. Les prochaines études 

pourraient notamment intégrer des données LiDAR aux images multispectrales à résolution 

centimétrique (p. ex. images acquises par drone) afin d’améliorer leur détection sous la 

couverture forestière. Il n’existe pas, à nos connaissances, de travaux dans la littérature qui 

ont utilisé les données LiDAR pour cartographier les nerpruns.  
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7. Conclusion générale 

La méthodologie utilisée dans cette étude a permis d’atteindre les objectifs de cartographie 

multi-espèces d’EEEv et la cartographie des nerpruns sous couverts. La valeur de Kappa 

obtenue pour le premier objectif est satisfaisante (0.85) et celle obtenue pour le deuxième 

objectif (0.73) est supérieure à celle obtenue dans d’autres études réalisées dans des 

conditions complexes similaires à notre zone d’étude, et comparable à celle obtenue dans 

les études réalisées dans des conditions favorables. Ainsi, les résultats obtenus dans cette 

étude sont satisfaisants et la méthodologie proposée est également reproductible. Ces 

résultats démontrent donc la possibilité de réaliser un suivi par télédétection des principales 

EEEv problématiques dans l’agglomération de Québec à partir d’images satellites THR 

multi-dates. Les principales limites de ce projet concernent la faible quantité de données 

de référence d’EEEv, les coûts élevés d’acquisition des images satellitaires multi-dates à 

très haute résolution spatiale, la faible disponibilité de ces images durant les périodes 

phénologiques optimales de séparabilité et la distribution des nerpruns en sous-couvert 

dans notre zone d’étude. Certaines de ces limites, en particulier celles liées à la qualité des 

données de référence, réduisent les performances de détection de ces EEEv par imagerie 

multispectrale optique, ce qui nécessite de choisir des modèles d’apprentissage 

automatique adaptés. 

Les probabilités d’appartenance produites dans ce travail par le modèle de prédiction plus 

performant (RF) peuvent donc servir à la planification des projets et activités de suivi et de 

contrôle des différentes EEEv qui s’étendent dans certains milieux de la zone d’étude.  
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9. Annexes  

Annexe 1 : Preuve de soumission de l’article 1 
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Annexe 2 : Preuve de soumission de l’article 2 
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Annexe 3 : Illustration of fusion results: initial image (a), local mean and variance 

matching fusion (b), Bayesian fusion (c), Gram-Schmidt fusion (d), ratio component 

substitution fusion (e), and Zhang fusion (f) 

 

 


