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Estudiante: Kevin Alejandro Hernández Gómez
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Facultad de Ingenieŕıas Eléctrica, Electrónica, F́ısica y Ciencias de la

Computación
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1 RESUMEN

1. Resumen

En este trabajo se presenta la construcción metodológica para la implementación de
un prototipo de aplicativo software que sirva como herramienta de apoyo al diagnósti-
co de cáncer de mama, a partir de las diferentes técnicas de procesamiento de imágenes
y modelos de aprendizaje supervisado y no-supervisado. Tiene como aporte funda-
mental el hecho de que es una metodoloǵıa que acopla diferentes etapas de procesa-
miento bastante robustas que permiten hacer un tratamiento desde la imagen ma-
mográfica en crudo hasta la recomendación final dada por el sistema (End-to-End).
En particular se consideró la técnica de realce de contraste de corrección gamma
adaptativa con ponderación distribuida (AGCWD) y binarización de Otsu para la
segmentación del tejido mamario, el segmentador K-means para la identificación del
musculo pectoral, una red neuronal convolucional (CNN) para la localización de mi-
crocalcificaciones, un ensamble de redes neuronales artificiales (RNA) responsable
de la clasificación y del proceso de búsqueda de imágenes similares. Además, se usó
la libreŕıa tkinter para la implementación de la interfaz gráfica de usuario (GUI) en
Python. Para la validación de la metodoloǵıa se usaron dos bases de datos, The Mam-
mographic Image Analysis (mini-MIAS) y The Digital Database for Screening Mam-
mography (DDSM). Los resultados obtenidos reflejan que esta metodoloǵıa mejora
sustancialmente el rendimiento en la eliminación de artefactos (99.78%), la precisión
en la remoción del musculo pectoral (92.14%), la reducción de falsos positivos en la
detección de microcalcificaciones (0.47 por imagen), y aumento en el acierto en la
clasificación según el estándar BI-RADS (82%) en comparación a otros trabajos en
el estado del arte.

1



2 ABSTRACT

2. Abstract

This work presents the methodological construction for the implementation of a pro-
totype software application that serves as a support tool for breast cancer diagnosis,
based on different image processing techniques and supervised and unsupervised lear-
ning models. Its fundamental contribution is the fact that it is a methodology that
couples different processing stages quite robust that allow a treatment from the raw
mammographic image to the final recommendation given by the system (End-to-End).
In particular, the contrast enhancement with adaptive gamma correction weighting
distribution (AGCWD) and Otsu binarization technique was considered for the seg-
mentation of breast tissue, the K-means segmenter for the identification of pectoral
muscle, a convolutional neural network (CNN) for the localization of microcalcifica-
tions, an assembly of artificial neural networks (ANN) responsible for the classification
and the search process of similar images. In addition, the tkinter library was used for
the implementation of the graphical user interface (GUI) in Python. Two databa-
ses, The Mammographic Image Analysis (mini-MIAS) and The Digital Database for
Screening Mammography (DDSM), were used to validate the methodology. The re-
sults obtained reflect that this methodology substantially improves the performance
in the elimination of artifacts (99.78%), the accuracy in the removal of the pectoral
muscle (92.14%), the reduction of false positives in the detection of microcalcifica-
tions (0.47 per image), and the increase in the accuracy in the classification according
to the BI-RADS standard (82%) in comparison to other works in the state of the art.
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3 INTRODUCCIÓN

3. Introducción

El cáncer de mama es una las principales causas de morbilidad y mortalidad en el
mundo, en la actualidad son 2,3 millones de casos cada año y 685,000 muertes en el
2020 [1]. Teniendo presente que esta tendencia sigue en aumento, se hace imprescin-
dible la implementación de estrategias de detección temprana de cáncer de mama, de
modo que los tratamientos puedan iniciarse en la mayor brevedad y se contribuya aśı
a la reducción de la tasa de mortalidad debida a esta enfermedad. Para diagnosticar
el cáncer de mama en una etapa temprana, se ha recurrido a la detección visual de
clusters de microcalcificaciones (MC) a partir de imágenes mamográficas, los cuales
a menudo son de origen benigno y un indicador común para el diagnóstico de esta
enfermedad [2], ademas de que se ha estandarizado una terminoloǵıa (categoŕıas BI-
RADS) que permite un mejor análisis y evaluación de los hallazgos en mamograf́ıas
[12]. Sin embargo, la detección y clasificación de clusters de MC a partir de mamo-
graf́ıas es particularmente dif́ıcil debido a la gran variedad de composición, anatomı́a
altamente texturizada y estructuras similares a las MC presentes en el tejido mamario
[3].

Por lo tanto, es evidente que existe la necesidad de reducir los problemas inheren-
tes al diagnóstico de esta enfermedad a partir de imágenes mamográficas, por este
motivo se ha optado por el uso de técnicas de procesamiento de imágenes para acon-
dicionar la imagen mejorando la calidad de la misma [4], aśı mismo se han planteado
metodoloǵıas para detectar clusters de MC, empleando técnicas de aprendizaje de
máquina [5]. A pesar de esto, sigue existiendo una marcada desconfianza por parte
de la comunidad médica en cuanto al uso de estas herramientas para apoyar la etapa
del diagnóstico. En consecuencia, con este proyecto se busca implementar un prototi-
po de sistema de diagnóstico asistido por ordenador (DAO) que permita identificar,
localizar y clasificar clusters de MC en mamograf́ıas, contribuyendo de esta manera a
la detección temprana del cáncer de mama y a la integración de técnicas de procesa-
miento de imágenes y aprendizaje de máquina en el proceso de diagnóstico médico.
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4 PLANTEAMIENTO DEL PROBLEMA

4. Planteamiento del problema

El cáncer de mama es una enfermedad progresiva en la que las células comienzan
a dividirse de forma descontrolada en el tejido mamario, resultando en un bulto o
masa. Hay muchos tipos diferentes de cáncer de mama, el más común es el carcinoma
ductal y comienza en el revestimiento de los conductos que llevan la leche materna
al pezón, una vez las células mueren se acumulan en pequeñas manchas de calcio
o microcalcificaciones [6]. El cáncer de mama puede propagarse cuando las células
cancerosas entran en los vasos linfáticos y comienzan a dividirse, por lo que existe
una mayor probabilidad de que las células viajen a través del sistema linfático y se
diseminen (metástasis) a otros órganos [7]. En promedio el cáncer de mama afecta a
2,3 millones de mujeres cada año, siendo la enfermedad mas frecuente entre mujeres,
también es su principal causa de muerte, se estima que, en el año 2020, murieron
685,000 mujeres, es decir, aproximadamente el 16% de todas las muertes por cáncer.
Además, las cifras no son muy alentadoras ya que la tasa de mujeres diagnosticadas
con cáncer de mama sigue en aumento [1]. Por este motivo la detección temprana del
cáncer de mama es primordial, puesto que los pacientes pueden tener acceso anticipa-
do a servicios de diagnóstico efectivos, lo que permite un tratamiento más eficaz para
ser utilizado y reducir los riesgos de muerte por cáncer de mama [2]. En la actualidad
existen diferentes técnicas para realizar exámenes médicos que permitan la detección
temprana del cáncer de mama, modalidades como: tomograf́ıa de impedancia eléctri-
ca, tomograf́ıa de difusión óptica, radiometria de microondas, ultrasonido e imágenes
de resonancia biomangetica y magnética son algunas de las técnicas comúnmente
usadas [8], sin embargo estas modalidades todav́ıa enfrentan grandes desaf́ıos y li-
mitaciones que necesitan ser superados antes de que puedan ser introducidos como
herramientas de uso cĺınico a gran escala, como por ejemplo el nivel de acierto, ya
que uno de cada cuatro diagnósticos es incorrecto, ademas del alto costo, la seguri-
dad y conformidad del paciente durante el examen también se ven comprometidas [9].

Por otro lado, tanto la Organización Mundial de la Salud como la Asociación Ame-
ricana de Cáncer consideran a la mamograf́ıa como el procedimiento estándar de
diagnóstico por imágenes con más alta sensibilidad para detectar signos tempranos
de cáncer de mama, se ha demostrado que la detección de cáncer de mama mediante
mamograf́ıa puede reducir la tasa de mortalidad hasta un 20% [6, 10]. Existen varios
indicadores de cáncer de mama presentes en las mamograf́ıas como masas, distorsión
arquitectónica, MC y la asimetŕıa bilateral. Los clusters de MC pueden ser el único
indicador temprano del cáncer de mama y son casos de carcinoma ductal en casi el
93%. Por lo tanto, la detección de clústeres de MC es vital en el pronóstico del cáncer
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4 PLANTEAMIENTO DEL PROBLEMA

de mama [11]. Para estandarizar el análisis, la evaluación y el manejo de hallazgos
mamográficos en este tipo de imágenes, el Colegio Americano de Radioloǵıa desarrolló
una terminoloǵıa estandarizada denominada Breast Imaging Reporting and Data Sys-
tem (BI-RADS). Esta escala estándar incluye además categoŕıas para los hallazgos,
los cuales son clasificados de acuerdo con su probabilidad de malignidad [12].

Sin embargo, los radiólogos a menudo están expuestos a una alta carga de mamo-
graf́ıas a analizar y a extensas jornadas laborales, lo que provoca una elevada tasa de
falsos negativos (aproximadamente el 20%) y el diagnóstico erróneo debido a la fatiga,
dado que la inspección visual es una tarea extremadamente exigente y que consume
mucho tiempo, a esto se suman las dificultades inherentes asociadas con la lectura de
imágenes de mamograf́ıa, es decir, la complejidad de la estructura del tejido mama-
rio y la naturaleza sutil del cáncer durante las primeras etapas de desarrollo [3]. La
identificación de MC es una tarea dif́ıcil, no sólo por la gran variedad de composición
y anatomı́a mamaria altamente texturizada, también por el bajo contraste inherente
de las mamograf́ıas y, en algunos casos, el tamaño impalpable de las MC (0,5− 2 mm
de diámetro), también diferentes tipos de estructuras como las estructuras curviĺıneas
pueden aparecer junto con las MC lo que dificultan su identificación y clasificación
en en la escala BI-RADS [5].

Por lo tanto, es necesaria una herramienta de diagnóstico asistido por ordenador que
pueda detectar y clasificar clusters de MC o mamograf́ıas normales con precisión,
minimizar la carga, mejorar el rendimiento del radiólogo y proporcionar una segunda
opinión durante el examen. El uso de DAO ha sido propuesto por muchos investiga-
dores y es adoptado por muchos centros de imágenes mamarias, y los estudios han
demostrado que el rendimiento del radiólogo puede mejorarse mediante la utilización
de DAO en su evaluación [4]. No obstante, para detectar anomaĺıas utilizando siste-
mas DAO, necesitamos eliminar algunas regiones no deseadas de la mamograf́ıa, como
ruido, artefactos radiopacos y el musculo pectoral, aśı como realzar el contraste de
las MC sobre otros tipos de estructuras presentes en la mama, esto con el objetivo de
maximizar la eficiencia del sistema, ya que todos estos elementos tienen caracteŕısti-
cas texturales que puede conducir fácilmente a una tasa de falsos positivos (FP) y un
diagnóstico erróneo de cáncer de mama [13].

Por lo general los sistemas DAO están conformados por dos etapas, una encargada del
preprocesamiento de la mamograf́ıa, cuyo objetivo es lograr una correcta segmenta-
ción de la mama, y otra dedicada a la detección cuyo objetivo es identificar de forma
precisa donde están ubicados los clusters de MC. Sin embargo, la implementación
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4 PLANTEAMIENTO DEL PROBLEMA

de ambas etapas continúa siendo un reto ya que la determinación del contorno de
la mama se ve afectada tanto por el ruido, como por las etiquetas inducidas por el
escáner y los artefactos provocados por la posición de la mama durante el proceso de
digitalización de la imagen, además de las formas complejas del contorno del musculo
pectoral, la alta densidad de algunos tejidos en la mama, la apariencia de pliegues
auxiliares, y la superposición del musculo pectoral con el tejido fibroglandular hacen
del preprocesamiento de la mamograf́ıa una etapa bastante compleja [4, 14]. Por otro
lado, el problema desafiante al que se enfrenta la etapa de detección de MC es la ocu-
rrencia frecuente de FP. Esto se debe a que la respuesta del detector es susceptible
a los patrones de imagen locales como las fuertes variaciones del fondo que pueden
introducir estructuras similares a las MC, y niveles de ruido que a menudo apenas
son superados por las señales. Además, las estructuras lineales de la mamograf́ıa co-
mo conductos, vasos sangúıneos, tejidos fibrosos, ligamentos y puntos de intersección
pueden producir una apariencia de textura caracteŕıstica haciendo que estos sean más
similares a las MC que al ruido, lo que puede causar una detección falsa [15].

De la misma forma los sistemas DAO enfocados a la clasificación de MC en cate-
goŕıas BI-RADS tienden a fallar a la hora de discriminar la categoŕıa BI-RADS 3 de
las demás [16, 17] lo que representa un problema desafortunado ya que la presencia y
estabilidad a lo largo del tiempo de esta categoŕıa, hace que el hallazgo sea catalogado
como benigno o, por el contrario, si se detecta un cambio sustancial en la morfoloǵıa
y densidad, los especialistas recomiendan hacer una biopsia de los tejidos [18]. Re-
petir los exámenes diagnósticos es menos costoso si se compara con una biopsia; sin
embargo, examinar repetidamente a un paciente puede generar en éste ansiedad, de-
bido a la posibilidad de que los hallazgos no sean concluyentes y que permanezca, de
forma latente, un posible diagnóstico de cáncer que no esté siendo tratado [19]. Esta
situación indeseable puede llegar a dilatarse en algunos casos hasta por más de dos
años, tiempo en el cual la conformidad del paciente disminuye y un diagnóstico no
concluyente se vuelve intolerable [17]. Por esto, los diagnósticos basados en mamo-
graf́ıas categorizadas como BI-RADS 3 son los que más problemas pueden llegar a
presentar.

Múltiples metodoloǵıas se han planteado [20, 21, 22, 23, 24, 25] con el objetivo de
solucionar los inconvenientes previamente mencionados, no obstante las técnicas de
segmentación propuestas no garantizan una segmentación suave del contorno de la
mama, ademas de no contar con un método que ajuste la curvatura del contorno del
musculo pectoral para conseguir una segmentación mucho mas precisa. Por otro lado
los trabajos propuestos en [26, 5, 27] para la detección de MC tienen el principal in-
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4 PLANTEAMIENTO DEL PROBLEMA

conveniente de realizar la búsqueda en regiones de interés previamente seleccionadas
de forma manual y en algunos casos la alta sensibilidad de los algoritmos empleados
conlleva a una alta tasa de FP imposibilitando diagnósticos mucho mas precisos. Ade-
mas en cuanto a la clasificación de MC se han desarrollado trabajos como [34, 35, 31],
sin embargo, ninguno de estos enfoques de clasificación considera a las categoŕıas BI-
RADS por lo que solo discriminan MC benignas de malignas, cuando es evidentemente
necesario realizar una clasificación de tipo multiclase que considere dicho estándar,
por lo que las problemáticas metodológicas que giran entorno al preprocesamiento
de imágenes mamográficas como a la localización y clasificación de clusters de MC
continúan sin resolverse.

Basados en los problemas antes mencionados se plantea la siguiente pregunta de in-
vestigación: ¿cómo desarrollar una metodoloǵıa que permita implementar un sistema
de diagnóstico asistido por ordenador basado en las técnicas de procesamiento de
imágenes y aprendizaje de maquina para el preprocesamiento, la identificación de
clusters de MC y su clasificación en la escala BI-RADS?.
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5 JUSTIFICACIÓN

5. Justificación

El cáncer de mama es la causa mas frecuente de muerte por cáncer entre mujeres con
2,3 millones de casos cada año y 685,000 muertes en el 2020 [1]. Por esto, diagnosti-
car y tratar el cáncer de mama en una etapa temprana es fundamental, dado que un
diagnostico oportuno permite un tratamiento más eficaz para ser utilizado y reducir
sustancialmente la tasa de mortalidad por esta enfermedad. Existen caracteŕısticas
observadas cĺınicamente, entre ellas las MC, las cuales a menudo son de origen be-
nigno y un indicador común para el diagnóstico de cáncer de mama, por lo que son
de especial importancia en el diagnostico temprano de esta enfermedad [2].

Sin embargo, la detección de clusters de MC a partir de mamograf́ıas está sujeto en
gran parte a la experticia e interpretación del radiólogo, en muchos casos esto con-
lleva al sobrediagnóstico del paciente y el aumento de la tasa de FP [3]. Por ello,
es necesaria una herramienta de diagnóstico asistido por ordenador que pueda de-
tectar clusters de MC o mamograf́ıas normales con precisión, minimizar la carga del
especialista reduciendo el esfuerzo requerido para realizar el diagnóstico, mejorar el
rendimiento del radiólogo dotándolo de una mayor certeza en su toma de decisiones,
y proporcionar una segunda opinión durante el examen. Ademas, se ha demostrado
que los sistemas DAO, en su uso como apoyo al diagnóstico de cáncer de mama, me-
joran la sensibilidad de los radiólogos del 73,5% al 87,4% [28], esclareciendo aśı el
diagnóstico de una enfermedad evitable.

Por lo anterior, con este proyecto se busca desarrollar una metodoloǵıa que permita
identificar, localizar y clasificar clusters de MC en mamograf́ıas, contribuyendo de es-
ta manera a la detección temprana del cáncer de mama y a la integración de técnicas
de procesamiento de imágenes y aprendizaje de maquina en el proceso de diagnósti-
co médico. Gracias a la implementación de un sistema DAO el especialista podŕıa
realizar un diagnóstico más preciso reduciendo las tasas de FP y los diagnósticos no
concluyentes en etapas prequirúrgicas; de esta forma se reduciŕıan las biopsias inne-
cesarias a la vez que se mejoraŕıa la percepción del paciente sobre el diagnóstico y del
propio personal sanitario sobre la utilidad de las herramientas de última generación.
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6 OBJETIVOS

6. Objetivos

6.1. General

Desarrollar un prototipo de sistema de diagnóstico asistido por ordenador basado en
técnicas de procesamiento de imágenes y aprendizaje de máquina para la localización
de clusters de microcalcificaciones en mamograf́ıas y su clasificación en la escala BI-
RADS.

6.2. Espećıficos

Desarrollar una metodoloǵıa de segmentación de mama y remoción del musculo
pectoral empleando técnicas de procesamiento de imágenes para disminuir el
ruido, eliminar artefactos y mejorar el contraste.

Desarrollar una metodoloǵıa para la detección y localización de clusters de mi-
crocalcificaciones en mamograf́ıas, empleando técnicas de aprendizaje de ma-
quina robustas a las diferentes variaciones del tejido mamario.

Desarrollar una metodoloǵıa para la recuperación de imágenes de microcalci-
ficaciones similares basado en un enfoque de clasificación según su categoŕıa
BI-RADS.

9
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7. Revisión del estado del arte

Los sistemas DAO para la identificación y clasificación de clusters de MC pueden
reducir la elaboración de exámenes diagnósticos o biopsias innecesarias, que no solo
incrementan los costos del diagnóstico, sino que también resultan incómodos y estre-
santes para los pacientes. Además, dicha herramienta disminuiŕıa la incertidumbre en
el diagnóstico de cáncer de mama, reduciendo el número de FP que puedan presen-
tarse en este, sirviendo, aśı como soporte al médico radiólogo [2]. No obstante, existen
problemas inherentes a la identificación y clasificación de MC a partir de imágenes
de mamograf́ıas, como, por ejemplo, el ruido, las etiquetas, los artefactos, las formas
complejas del contorno del musculo pectoral, la alta densidad de algunos tejidos en la
mama [4, 14], las fuertes variaciones del fondo, las estructuras como conductos, vasos
sangúıneos, tejidos fibrosos, ligamentos y puntos de intersección, pueden afectar el
rendimiento del sistema DAO incrementando la tasa de FP [15].

A continuación, se presentan los trabajos mas recientes encontrados en la literatura en
relación a las etapas de preprocesamiento, detección y clasificación de clusters de MC.

7.1. Eliminación de artefactos y remoción del musculo pec-
toral

Una etapa fundamental en la implementación de sistemas DAO para la detección y
clasificación de MC es la fase de preprocesamiento de la mamograf́ıa, esta consiste
en la eliminación de artefactos y la remoción del musculo pectoral con la finalidad
de segmentar la mama. Diversas metodoloǵıas se han propuesto [20, 21, 22, 23], es-
tandarizando una serie de pasos que por lo general consisten en realizar una etapa
de filtrado usando para ello un filtro de media o gaussiano, luego binarizar usando
el método de umbralización de Otsú, posteriormente aplicar una serie de operaciones
morfológicas para eliminar artefactos, y finalmente tomar el objeto que este compues-
to por el mayor número de pixeles (ya que este representaŕıa la región mamaria). Sin
embargo, la mayoŕıa de estos métodos no proveen medidas estad́ısticas de su ren-
dimiento y omiten los pasos necesarios para garantizar una segmentación suave del
contorno de la mama [4].

Otras metodoloǵıas [29, 30] realizan una etapa intermedia de realce de contraste,
antes de binarizar la imagen usando para ello la técnica de corrección Gamma o la
técnica de ecualización de histogramas adaptativa por contraste limitado (CLAHE),
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el problema principal con estos métodos de realce de contraste, en general, es el he-
cho de que no sólo se incrementa el contraste de la mama (considerado como primer
plano), también se aumenta el contraste del fondo. Esto puede conducir a un aumen-
to de intensidad de los artefactos inducidos por el escáner, lo que resulta en posibles
dificultades para los enfoques basados en umbrales. Además de que muchas técnicas
de segmentación de la mama tienen una limitación cuando las etiquetas aparecen de-
masiado cerca del ĺımite del contorno mamario, considerando esto como la principal
dificultad para lograr una segmentación satisfactoria [4].

Por otro lado, [24, 25] propusieron usar el algoritmo de crecimiento de regiones (RG)
para segmentar el musculo pectoral basándose en el hecho de que esta región está
localizada cerca del pecho, en la parte superior izquierda de la imagen. De esta forma
asignan la semilla del algoritmo, y posteriormente usaron una ĺınea para aproximar
el contorno del musculo pectoral. Sin embargo, la gran mayoŕıa de las metodoloǵıas
de segmentación del musculo pectoral basadas en el algoritmo RG tienen el principal
inconveniente de la elección de la posición de las semillas, ya que dependen de la
ubicación esperada del musculo pectoral para su segmentación, estos métodos pueden
tener dificultades en los casos en el que la imagen no está alineada correctamente o
en casos en los que el músculo pectoral no está contenido dentro de esta región espe-
rada. Además, los métodos de segmentación que asumen que el contorno del musculo
pectoral tiene forma triangular pueden fallar ya que no es conveniente realizar esta
aproximación debido a que en la gran mayoŕıa de los casos cĺınicos reales se presenta
una curvatura del contorno del musculo pectoral diferente a la de una recta [4].

7.2. Detección de clusters de microcalcificaciones

Otra etapa fundamental de los sistemas DAO para la detección de clusters de MC,
es la fase de procesamiento de la mamograf́ıa, cuyo propósito es determinar si una
mamograf́ıa contiene o no MC, y si es el caso determinar la posición de las mismas.
Trabajos como [15, 11, 3] plantean metodoloǵıas en las que se realiza sustracción del
fondo atenuando las estructuras irrelevantes usando técnicas de realce de contraste
y operaciones morfológicas, también se realiza una umbralización para segmentar los
candidatos a MC, y finalmente las MC son agrupadas en cluster con algoritmos como
K-means, K-NN, entre otros. Sin embargo, algunos detectores están diseñados solo
para la identificación de regiones sospechosas (ROI), y no especifican las posiciones
individuales de cada MC, y por lo general en muchos de estos trabajos todos los
casos de estudio conteńıan al menos una MC, cuando podŕıa ser deseable incluir en
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la evaluación de la metodoloǵıa casos normales (sin MC). Además, la sensibilidad de
muchos métodos depende de la elección de parámetros, como los criterios de agrupa-
ción de MC, que puede afectar al número obtenido de clusters de MC [26].

Otras metodoloǵıas como las propuestas en [26, 5, 27] basados en algoritmos de apren-
dizaje supervisado, proponen detectar MC, usando las caracteŕısticas de las misma,
obtenidas por medio de redes neuronales convolucionales o descomposición wavelet,
posteriormente se usan clasificadores como el perceptrón multicapa o máquina de so-
porte vectorial para discriminar entre las regiones que contienen MC y las que no.
Sin embargo, la mayoŕıa de los enfoques mencionados en la literatura no localizan de
forma automática los clusters de MC, y clasifican manualmente las regiones seleccio-
nadas como clusters de MC o regiones normales. Además, estas metodoloǵıas carecen
de una localización automática de las regiones sospechosas, de hecho, hacen uso de
regiones seleccionadas manualmente. El principal inconveniente al que se enfrentan
estas metodoloǵıas es la detección de objetos lineales, ya que es necesario para evitar
errores de detección vinculados a nodos de la red vascular del tejido mamario, ya que
todos los objetos candidatos con formas, tamaños y apariencias similares a las MC
pueden inducir una alta tasa de FP [15].

7.3. Clasificación de clusters de microcalcificaciones

Los sistemas DAO en el contexto de la recuperación de imágenes basados en conte-
nido (CBIR) tienen como objetivo entregar un conjunto de imágenes similares a una
imagen consultada por un especialista [31], para esto se suele realizar la recuperación
de imágenes guiada por un sistema de clasificación, con el propósito de incrementar la
tasa de acierto en la recuperación de imágenes, disminuir el tiempo de búsqueda del
sistema y en algunos casos entregar información extra como soporte al diagnostico (la
clase predicha) [32, 33]. Diferentes estudios se han desarrollado en [34, 35, 31], don-
de se proponen metodoloǵıas de clasificación usando maquinas de soporte vectorial
y clasificadores lineales basados en regresión loǵıstica, utilizando caracteŕısticas de
tipo morfológico y textural como vectores de representación, con el objetivo de servir
de apoyo a un sistema CBIR y mejorar la precisión de las imágenes recuperadas.
Sin embargo, estos enfoques de clasificación binario solo consideran MC benignas y
malignas, cuando es necesario y pertinente considerar un enfoque multiclase determi-
nado por las categoŕıas BI-RADS, ya que esto permitiŕıa al especialista realizar un
diagnostico mucho mas preciso [36].

La investigación más reciente en relación a la clasificación de MC según su categoŕıas
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BI-RADS fue [16], donde se utilizó un modelo de red neuronal artificial (RNA) con dos
capas ocultas, una función de activación sigmoidea y 10 unidades en cada capas oculta.
La RNA se entrenó con vectores de caracteŕısticas que conteńıan 10 descriptores
morfológicos. Sin embargo, los resultados obtenidos no fueron satisfactorios ya que en
términos de acierto en la clasificación solo se obtuvo un rendimiento del 71% siendo
insuficiente para un sistema CAD que pretende integrarse como herramienta de apoyo
al diagnostico medico en casos cĺınicos reales.
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8. Marco Teórico

Las imágenes mamográficas deben ser acondicionadas antes de ser procesadas por
cualquier sistema DAO para tareas de clasificación o detección. Por lo general la eta-
pa de preprocesamiento incluye: reducción de ruido, eliminación de artefactos, realce
de contraste, segmentación de la mama y remoción del musculo pectoral [37]. Como
se muestra en la Figura 1, el musculo pectoral constituye una región predominante
de gran densidad en la mayoŕıa de imágenes mamográficas con proyección oblicua
mediolateral (MLO), las cuales pueden afectar los resultados de una posterior etapa
de procesamiento, no solo en términos de rendimiento si no también en velocidad de
análisis debido al tamaño significativo del área a analizar [38].

Rótulo de

orientación

Etiqueta de

baja intensidad

Espacio 

inducido por

el escáner

Artefacto 

inducido por

el escáner Linea 

horizontal

Figura 1: Artefactos presentes en una imagen mamografica tipica.

A continuación, se presenta el marco teórico de las técnicas empleadas para el acon-
dicionamiento de la mamograf́ıa, aśı como los métodos usados para llevar a cabo la
implementación de cada uno de los módulos del sistema DAO.
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8.1. Eliminación de ruido y supresión de artefactos

Sea IRGB ∈ N h×w×3 la imagen mamográfica original, de tres canales (RGB), donde
h y w son la altura y el ancho de la imagen, se considera realizar una conversión
a escala de grises debido a que esta escala es computacionalmente más eficiente y
conveniente a la hora de usar modelos de aprendizaje automático [39]. La conversión
a escala de grises se consigue promediando el valor del pixel (RGB) por medio de la
expresión: IG (x, y) = 1

3
(IRGB (x, y)R + IRGB (x, y)G + IRGB (x, y)B). Por otro lado el

ruido en las mamograf́ıas se entiende conceptualmente como fluctuaciones aleatorias
que afectan el color o el brillo de las imágenes, se pueden presentar por diferentes
factores, en muchos casos como parte del proceso de adquisición de las imágenes, por
esto se propone un filtro de mediana con un tamaño de ventana (w) de 3 × 3 para
suavizar las imágenes, reduciendo el cambio brusco de intensidad, y eliminando las
lineas verticales y horizontales inducidas por el escáner [40], la ecuación que permite
realizar el filtrado es la siguiente: I (x, y) = Mediana {IG (x− i, y − j) , (i, j) ∈ w},
donde (i, j) son los elementos de la ventana w.

8.1.1. Realce de contraste por corrección gamma adaptativa con ponde-
ración distribuida

En orden de segmentar el tejido mamario, es necesario encontrar el contorno de la
mama, esto se convierte en una tarea complicada debido a que la intensidad de los
pixeles cerca del contorno es similar a la de los pixeles del fondo, es por esto que
es conveniente realzar el contraste de la imagen para incrementar la intensidad de
los pixeles pertenecientes a la mama y aśı facilitar el proceso de segmentación de la
misma. Se propone usar la técnica de corrección gamma adaptativa con ponderación
distribuida (AGCWD) [38]. La corrección gamma puede representarse como:

J(x, y) = Imax

(
I(x, y)

Imax

)γ

(1)

Donde Imax es el valor de la intensidad máxima de la imagen, J(x, y) son los valores
nuevos de intensidad

(
J ∈ N h×w

)
y γ = 1− Fw(I) es un parámetro adaptativo, este

método incrementa el valor de los pixeles de baja intensidad, evitando una degra-
dación significativa en el valor de los pixeles de alta intensidad. La introducción de
la distribución ponderada modifica el histograma y reduce los efectos negativos. La
función de distribución ponderada se define como:

fw(I) = fmax

(
f(I)− fmin

fmax − fmin

)α

(2)
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Donde α es un parámetro de ajuste, fmax y fmin son los valores máximos y mı́nimos de
la función densidad de probabilidad. La función de distribución acumulada modificada
se define como:

Fw(I) =
I∑

k=0

fw(k)∑
fw

(3)

Donde la suma de la función de densidad modificada esta definida como:
∑

fw =∑I
k=0 fw(k). La intensidad de los pixeles del fondo no es igual a cero, pero por lo

general tienen un valor pequeño (entre 5 a 15 dependiendo de la imagen). En orden
de evitar incrementar la intensidad de estos pixeles, se busca el primer valor diferente
de cero del lado derecho e izquierdo de la imagen, el pixel con la menor intensidad es
almacenado en la variable t, y si el valor es lo suficientemente pequeño (t ≤ 10), la
intensidad de todos los pixeles de la imagen es reducida un valor de t, posteriormente
se aplica el método AGCWD como se muestra en la Figura 3a.

8.1.2. Segmentación del tejido mamario

Con el fin de segmentar el tejido mamario y aśı eliminar los artefactos mostrados
en la Figura 1; una vez es aplicado el realce de contraste se opta por binarizar la
imagen con el método de umbralización de Otsu, siendo el método más popular ya
que produce buenos resultados en imágenes mamograficas con grandes variaciones de
intensidad (imagen aproximadamente bimodal) [4], el umbral seleccionado es aquel
que minimice la varianza intraclase, y se selecciona automáticamente del histograma
de la imagen, en donde es posible evidenciar claramente dos picos que representan los
diferentes rangos de valores de intensidad (Figura 2). El resultado de la binarización
se muestra en la Figura 3b

(
B ∈ N h×w

)
.
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Figura 2: Localización del umbral de Otsu a partir del histograma de la imagen J.

Posteriormente, se remueven las franjas blancas inducidas por el escáner que en oca-
sión rodean la imagen mamográfica, esto se logra haciendo uso de una mascara binaria(
M ∈ N h×w

)
, la cual consiste en un marco con un ancho de ⌈ w

15
⌉ pixeles, donde ⌈·⌉

es el operador parte entera [41]. Para eliminar las franjas se realiza el producto Ha-
damard (⊗) entre B y M como se puede ver en la Figura 3c. Finalmente se empleó el
método de componentes conectados el cual consiste en identificar las regiones blan-
cas de la Figura 3c, la región más grande (área mayor) representa el área de interés(
R ∈ N h×w

)
y el resto de las regiones son descartadas (Figura 3d); luego se realiza

la operación R ⊗ J para extraer la región correspondiente al tejido mamario de la
imagen original y después se reduce la imagen a un rectángulo que circunscribe la
mama (BoundingBox de R ) dando como resultado la imagen preprocesada (Figura
3e) P ∈ N h′×w′

, donde h′ y w′ son el alto y el ancho del BoundingBox.
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(a) Imagen con realce de
contraste (J).

(b) Imagen binarizada (B).

(c) Imagen resultado del
producto B⊗M.

(d) Imagen de la región de
interés (R)

(e) Imagen preprocesada
(P).

Figura 3: Pasos en la eliminación de artefactos

8.2. Remoción del musculo pectoral

Para eliminar la región correspondiente al músculo pectoral, se implementa una meto-
doloǵıa de cuatro pasos: el primer paso es homogeneizar la orientación de las imágenes,
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es decir, conseguir que todas las imágenes estén orientadas a una misma dirección.
Para eso se divide la imagen preprocesada P haciendo un corte vertical resultando
en dos imágenes PI y PD, cada una de dimensiones h′ × w′

2
. En cada una de estas

imágenes, se cuentan los pixeles distintos de cero. Si el número de pixeles distintos
de cero es mayor en la porción PI , entonces la imagen está orientada a la izquierda;
de otro modo la imagen está orientada a la derecha [42]. En este trabajo se homoge-
neizaron todas las imágenes con orientación hacia izquierda (PF ) como podemos ver
en la Figura 4a.

En el segundo paso de esta metodoloǵıa se busca eliminar el fondo de la imagen.
Por lo tanto, se deben eliminar todas aquellas estructuras diferentes del músculo
pectoral. Esto se consigue creando una estimación del fondo K ∈ N h′×w′

para luego
suprimirla de la imagen usando la siguiente operación PF − K, dando origen a la
imagen H ∈ N h′×w′

. La estimación K es un gradiente que va de derecha a izquierda
con una orientación de 45◦, tal como se muestra en la Figura 4b. Lo anterior se realiza
ya que se se busca preservar el músculo pectoral, el cual se supone está ubicado en
el sector izquierdo de la imagen. Se escoge como valor a difuminar la intensidad más
alta de la imagen PF garantizando aśı la eliminación de las estructuras irrelevantes
de más alta intensidad como se puede observar en la Figura 4c.

(a) Imagen orientada a la
izquierda (PF ).

(b) Estimación del fondo
(K).

(c) Remosión de las estruc-
turas diferentes al musculo
pectoral (H).

Figura 4: Pasos uno y dos de la remoción del musculo pectoral.

8.2.1. Segmentación del musculo pectoral con K-medias

En el paso tres usamos es algoritmo K-medias para separar el musculo pectoral de
la región de interés (mama). La imagen H esta compuesta por dos regiones (si), la
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primera contiene el musculo pectoral y la segunda contiene el fondo de la imagen,
este algoritmo de agrupamiento no supervisado es usado para clasificar los pixeles
en dos clases (k) basándose en la distancia (d) de las intensidades de cada uno de
estos [43]. El algoritmo asume que existe un espacio de caracteŕısticas (xj) en el cual
los pixeles pueden ser agrupados alrededor de unos centroides (µi), los cuales son
obtenidos minimizando la función objetivo:

d = mı́n
s

k∑
i=1

∑
xj∈si

∥xj − µi∥2 (4)

En cada iteración (t) se actualizan los centroides imponiendo la condición:

µ
(t+1)
i =

1

|s(t)i |

∑
xj∈s

(t)
i

xj (5)

El algoritmo converge cuando los centroides no cambien. Como resultado de lo anterior
se obtiene la segmentación del músculo pectoral HP ∈ H . Cabe anotar que en el
paso anterior pueden surgir agujeros dentro de la región segmentada remanentes del
algoritmo de agrupamiento K-medias. Por esta razón se rellenan todos estos agujeros y
se aplica una operación morfológica de dilatación (⊕) con un elemento estructurante
cuadrado S ∈ Nm×n sobre HP , esto con el fin de reducir la distorsión y remover
pixeles aislados [37].

8.2.2. Corrección del contorno con aproximación polinomial

El último paso de la metodoloǵıa de remoción del músculo pectoral es el ajuste del
contorno del propio músculo. Para esto se obtiene el peŕımetro deHP y se acondiciona
antes de su corrección usando la operación morfológica de erosión (⊖). El objetivo de
la erosión es eliminar las ĺıneas que se ajustan a los ĺımites de la imagen y preservar
solo el contorno que divide al músculo pectoral del resto del tejido mamario. Para
esto se usa un elemento estructurante de ĺınea cuya longitud debe ser muy menor en
comparación con las ĺıneas horizontales y verticales del contorno de la imagen (en este
caso se ha escogido experimentalmente un elemento de longitud igual a 10 pixeles) en
las orientaciones 90◦ y 0◦. A continuación, se hace una aproximación del peŕımetro
del músculo pectoral (ver Figura 6) utilizando un modelo polinomial de tercer grado
sobre el borde de la imagen. Se elige una función polinomial cúbica debido a que la
forma del músculo pectoral en la mayoŕıa de los casos sigue una curvatura que puede
ser mejor aproximada por una función de este orden [44].
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Finalmente, se crea una máscara a partir del contorno corregido
(
C ∈ N h′×w′)

, tal
como se muestra en la Figura 5b y se aplica la operación C ⊗ PF para suprimir el
músculo pectoral, obteniendo de esta manera la imagen mamográfica preprocesada(
L ∈ N h′×w′)

que se ve en la Figura 5c.

(a) Segmentación del
musculo pectoral con el
algoritmo K-medias.

(b) Corrección del contorno
del musculo pectoral (C).

(c) Remosión del musculo
pectoral (L).

Figura 5: Pasos tres y cuatro para la remoción del musculo pectoral.

En este trabajo se realizaron aproximaciones con funciones de segundo grado y fun-
ciones de orden superior, y si bien estas funciones permiten una mayor flexibilidad,
también se ven afectadas por la sensibilidad de los parámetros. En la Figura 6 pue-
de verse la aproximación del contorno del músculo que se consiguió empleando una
función cúbica.

Figura 6: Aproximación polinomial del contorno del musculo pectoral.
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8.3. Detección y localización de microcalcificaciones

La metodoloǵıa propuesta para identificar y localizar MC consta de dos pasos gene-
rales. El primero es la identificación de una potencial región de interés (W ∈ L); en
este trabajo la identificación de esta W se realizó mediante una red neuronal con-
volucional (CNN), usada para clasificar si dicha región espećıfica en la mamograf́ıa
contiene una MC o no. Una vez que se ha identificado una W que contiene MC, se
aplica el segundo paso. La idea básica de este paso es mejorar el contraste de las MC
para mejorar la precisión de la segmentación. Para esto, cada región se procesa en tres
etapas: en la primera se elimina el fondo, en la segunda se eliminan las estructuras
irrelevantes y en la tercera, se identifican las MC.

8.3.1. Detección de MC con CNN

Las CNN son un tipo de red neuronal artificial principalmente utilizada para la clasi-
ficación y reconocimiento de patrones en imágenes. Este tipo de red neuronal obtiene
su nombre principalmente debido a que implementa la operación de convolución uti-
lizando determinados kernels o filtros, los cuale se aplican a determinados datos de
entrada. Esta implementación se da a través de la capa que caracteriza este tipo de
red neuronal, la capa convolucional. En estas redes, los datos de entrada suelen pasar
por todo un proceso de extracción de caracteŕısticas, que comienza en la capa convo-
lucional mencionada. Ademas, también es usual implementar capas que reduzcan la
dimensionalidad de los datos y otras que realicen el proceso de clasificación según las
caracteŕısticas obtenidas. De esta forma, las capas que constituyen una red neuronal
convolucional son las siguientes [45]:

Capa de convolución: Esta capa permite la extracción de caracteŕısticas a
través de la aplicación de filtros o kernels (F ∈ Mm×n) a los respectivos valores
de entrada W. Tales filtros estarán dados por los tensores de pesos, los cua-
les se van actualizando conforme se vaya realizando el entrenamiento de la red
neuronal. Estos se aplican a determinadas regiones de los valores de la imagen
recibidos como tensores, por lo que estan conectados solo con un determinado
campo receptivo local dado por el tamaño del filtro aplicado. Este proceso per-
mite la obtención de caracteŕısticas simples, las cuales pueden ser usadas para
determinar otras mas complejas en capas ocultas posteriores. Esta operación
de convolución W ⊙ F , resulta en un valor que se conoce como un mapa de
caracteŕısticas, que sera una matriz 2-dimensional que nos resaltara las áreas
de la imagen que son mas acordes con los valores del kernel.
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Capa de agrupamiento: Esta capa permite reducir el tamaño espacial de
la imagen de entrada, lo que conlleva a disminuir la cantidad de paráme-
tros, la carga computacional y la memoria que se usa, para controlar el ries-
go de sobreajuste (overfitting). Además, con esta reducción de la entrada de
esta capa, se logra que la red neuronal tenga un aprendizaje y tolere pe-
queños cambios en la imagen. Sin embargo, esta capa tiene como caracteŕıstica
que no cuenta con pesos, ya que solo ejecuta una operación de submuestreo
fX,Y (S) = máx1a,b=0 S2X+a,2Y+b.

Percentrón multicapa: Esta capa tiene la caracteŕıstica, en contraste con las
anteriores, de que esta totalmente conectada con todos los valores de entrada.
La salida (Yj) de esta capa esta determinada por la multiplicación matricial
usual de los pesos (Wij) con los valores de entrada (Xi) y la suma de un sesgo
(bj) si se desea Yj =

∑n
i WijXi + bj. Esta capa es la de uso regular en cualquier

tipo de arquitectura de red neuronal artificial. Los datos de salida de esta capa
son suministrados a una función de costo que ha sido optimizada durante el
entrenamiento y permite la clasificación de las imágenes de entrada de la red
neuronal según las caracteŕısticas encontradas.

Aśı pues, una red neuronal convolucional se construye cuando hay alguna combina-
ción de estos tres tipos de capas. La arquitectura básica utilizada para una tarea de
clasificación de imágenes se muestra en la Figura 7. Los parámetros de la red y la
configuración del entrenamiento de la misma se especificaran el secciones posteriores.

Figura 7: Arquitectura básica de una CNN.
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8.3.2. Realce de contraste, segmentación y filtrado de MC

Finalmente en el segundo paso realzamos el contraste de las MC, esto se consigue
removiendo el fondo de la imagen W donde previamente fueron detectadas posibles
MC, mediante la operación M = W−WF (Figura 8b), donde WF representa el fon-
do de la imagen y cada uno de sus pixeles tiene como valor la intensidad promedio de
W (Figura 8a), posteriormente binarizamos la imagen resultante, para esto usamos
nuevamente el algoritmo de umbralización de Otsu discutido previamente, obteniendo
aśı el número de objetos (MC) contenidos en M (Figura 8c), de la imagen binaria
resultante se extrae el centroide de todos los objetos, estas serán las coordenadas re-
lativas de las MC en la imagen, como se puede observar en el resultado final mostrado
en la Figura 9, donde las coordenadas de las MC dentro de M se han convertido a
coordenadas globales de la imagen L sumando el desplazamiento horizontal y vertical
realizado en el muestreo.

(a) Región de interés con
posible MC detectada (W).

(b) Realce de contraste
(M).

(c) Binarización de la ima-
gen M.

Figura 8: Pasos para localización de MC.

Con el objetivo de eliminar estructuras irrelevantes que favorezcan la aparición de FP,
se usa el hecho de que el diámetro de las MC varia entre 0,1mm y 1 mm lo que nos
permite filtrar las estructuras clasificadas erróneamente como MC en el paso anterior.
Esto significa que los objetos de forma lineal y mayores de 1mm se descartaron en
función de la longitud de su eje mayor. Además, las MC tienden a aparecer como
pequeños puntos brillantes circulares; por lo tanto, una intensidad basada La carac-
teŕıstica se utilizó para distinguir los MC verdaderos. En resumen, los candidatos de
MC que satisfacen uno o más de las siguientes condiciones fueron eliminadas:
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lobj > lmax

Aobj > Amax

Aobj < Amin

Iobj < Imin

Donde lmax, Amax, Amin y Imin denotan la longitud máxima del semieje mayor, el
área máxima, el área mı́nima y la intensidad promedio del objeto seleccionado, res-
pectivamente. El valor de Imax es definido como ⌈ 1

res
⌉, donde res es la resolución de

la imagen en miĺımetros; Amax es definida como ⌈π
(
lmax

2

)2⌉; Amin = 3 y Imin = 190
fueron seleccionados experimentalmente.

Figura 9: Resultado final del procesamiento, donde se muestra una mamograf́ıa sin
artefactos, sin musculo pectoral y con las MC localizadas.
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8.4. Clasificación de microcalcificaciones según su categoŕıa
BI-RADS

En esta sección se presenta una metodoloǵıa para la recuperación de imágenes me-
diante un modelo CBIR el cual es apoyado por un sistema de clasificación de MC
según la escala BI-RADS, para redireccionar la búsqueda en el proceso de empareja-
miento. la metodoloǵıa se divide en tres etapas, la primera consiste en la extracción
de un total de 93 caracteŕısticas, la segunda etapa es la clasificación, en la cual se
implementa un ensamble de RNA y la tercera consiste en un sistema de búsqueda
basado en la clase predicha en la etapa anterior y el emparejamiento basado en la
distancia euclidiana.

8.4.1. Escala BI-RADS

Para estandarizar el análisis, la evaluación y el manejo de hallazgos mamográficos en
este tipo de imágenes, el Colegio Americano de Radioloǵıa desarrolló una terminoloǵıa
estandarizada denominada Breast Imaging Reporting and Data System (BI-RADS).
Esta escala estándar incluye además categoŕıas para los hallazgos, los cuales son cla-
sificados de acuerdo con su probabilidad de malignidad. Según el estándar BI-RADS
hay siete categoŕıas (de la 0 a la 6) para clasificar una mamograf́ıa [12]. La categoŕıa
BI-RADS 0 se da a imágenes en las que la evaluación es incompleta y son necesarios
nuevos exámenes diagnósticos, bien sean nuevas tomas de imágenes mamográficas
bajo otras condiciones o imágenes de ultrasonido. La categoŕıa BI-RADS 1 se da a
imágenes con evaluación negativa en las que no se han encontrado masas, calcificacio-
nes sospechosas o áreas con distorsiones. La categoŕıa BI-RADS 2 se da a imágenes
consistentes con hallazgos benignos. La categoŕıa BI-RADS 3 se otorga a imágenes
con hallazgos probablemente benignos, en donde el riesgo de malignidad se ubica por
debajo del 2%. Existen criterios muy estrictos para clasificar una imagen dentro de
esta categoŕıa y es quizás una de las categoŕıas más complejas de clasificar por par-
te de los especialistas. La categoŕıa BI-RADS 4 se otorga a imágenes en donde hay
hallazgos con anormalidades sospechosas. Esta categoŕıa se subdivide a su vez en sub-
categoŕıas a, b y c. La subcategoŕıa 4.a se da a imágenes en las que hay hallazgos con
probabilidades de malignidad que oscilan entre el 2% y el 10%. La subcategoŕıa 4.b
tiene un rango intermedio de probabilidad de malignidad que va del 10% al 50%. Y
finalmente, la subcategoŕıa 4.c tiene un rango de probabilidad de malignidad del 50%
al 95%. La categoŕıa BI-RADS 5 se da a imágenes con hallazgos con una muy alta
probabilidad de malignidad (superior al 95%). Y por último, la categoŕıa BI-RADS
6 se da a imágenes en las que hay hallazgos patológicamente confirmados como posi-
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tivos para malignidad.

8.4.2. Extracción de caracteŕısticas

Radiomics es un método para el procesamiento de imágenes que ha tenido un gran
auge en los últimos años, empleado con éxito en el campo de la oncoloǵıa, incluido
el carcinoma de ovario y especialmente aplicado en el diagnostico del cáncer de seno,
efectivo para el análisis cuantitativo y la predicción, usando grandes cantidades de
imágenes medicas (Big data), y extrayendo información relevante sobre el tejido ma-
mario a través de herramientas computacionales avanzadas (Aprendizaje automático)
[16]. Para la etapa de extracción de caracteŕısticas se utilizo Pyradiomics (libreŕıa
de código abierto de Python) para extraer estad́ısticas de primer orden, basadas en
la forma, la matriz de coocurrencia de niveles de gris, de longitud de niveles de gris,
de zona y tamaño de niveles de gris, de diferencia de tonos de gris y de dependen-
cia de niveles de gris, con 19, 10, 13, 16, 16, 5 y 14 caracteŕısticas respectivamente [46].

8.4.3. Redes Neuronales Artificiales

Las RNA son una poderosa herramienta en el área de la clasificación y el reconoci-
miento de patrones. Nuestro principal interés en las RNA es el diagnóstico médico,
concretamente el reconocimiento de patrones para mamograf́ıas digitales aplicado al
problema de clasificación BI-RADS. El procesamiento estándar de las RNA se inicia
tomando un vector de caracteŕısticas x ∈ RN en la capa de entrada, cada valor (xj)
se propaga a lo largo de todas las capas ocultas, activando las unidades que se en-
cuentran conectadas entre si a la capa de salida (ver Figura 10), representada por la
expresión y(x,w)k = h (

∑
iwkjxj). Donde los wkj son los pesos de las conexiones de

las unidades y el h(·) es una función de activación que limita el valor de la amplitud
de la salida de las unidades [47]. Los pesos (w) se actualizan mediante un proceso
de entrenamientoo el cual consiste en minimizar una función de error E (w), cada
predicción de salida se contrasta con la un valor validado previamente definido (eti-
queta) esta información se retropropaga a través de la RNA, modificando los pesos
para una predicción más precisa. La ecuación de actualización de los pesos se define
como wτ+1 = wτ − η∇En (w

τ ) [48].
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Figura 10: Arquitectura básica de una RNA.

Por otro lado para predecir cada categoŕıa BI-RADS se diseño un enfoque biclase,
donde se le asigna un modelo de RNA a cada categoŕıa de forma independiente
(ensamble), por lo que para obtener un resultado global utilizamos la clase predicha
por la mayoŕıa de modelos, que tendrá una probabilidad de clase pc =

nc

3
, donde nc

es el número de veces que se predijo la categoŕıa c para un modelo independiente, el
factor de normalización 1

3
corresponde al número de modelos que pueden predecir la

clase c respectivamente. La categoŕıa BI-RADS predicha se utilizará posteriormente
como un soporte para la búsqueda de imágenes similares por parte del sistema CBIR.

8.4.4. Sistema de recuperación de imágenes de microcalcificaciones

Los modelos CBIR en el contexto de los sistemas DAO tienen como principal objetivo
entregar a un especialista una serie de imágenes similares a una imagen consulta [31].
La estrategia de emparejamiento utilizada para nuestro CBIR se basa en encontrar
las imágenes mejor emparejadas (más similares) del conjunto de datos, con respecto
a una imagen de consulta q. Consideremos el vector de caracteŕısticas xc ∈ X que
representa una ROI embebida en el espacio de caracteŕısticas X , donde cada vector de
caracteŕısticas está etiquetado con una clase c de acuerdo con la categoŕıa BI-RADS
determinada por un experto. Este es nuestro conjunto de datos, del que recupera-
remos las imágenes más similares a q. Para obtener un resultado mas preciso en la
búsqueda proponemos un soporte auxiliar de nuestro modelo de clasificación RNA,
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asumiendo un espacio de caracteŕısticas X segmentado y la salida RNA (c) como una
ruta de búsqueda, forzando al sistema CBIR a encontrar las imágenes más similares
sólo en la sección Xc ⊂ X predicha por el modelo, como se puede ver en la Figura 11.

Figura 11: Esquema metodológico del CBIR.

Finalmente, para calcular la similitud (s) entre cada ROI (x ∈ Xc) e imagen consulta

q, se uso la expresión s(q,x) = 1− ̂d(q,x), donde ̂d(q,x) = 1
M
d(q,x) es la distancia

Euclidiana normalizada, y M es el valor de la distancia máxima medida en el espacio
de referencia X . Aśı, cuando la similitud s ∈ [0, 1] toma el valor de 1 presenta una
imagen muy similar y 0 representa una imagen no similar. Todas las imágenes se
clasifican de la más a menos similares, y el sistema CBIR recupera las seis imágenes
mejor posicionadas.
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9. Marco experimental

En esta sección se describe la configuración de las pruebas realizadas para la valida-
ción del sistema construido a partir de los módulos que implementan las metodoloǵıas
de preprocesamiento de mamograf́ıas y localización de clusters de MC establecidas
previamente. En los experimentos se contempla el uso de dos bases de datos (BD)
publicas mini-MIAS y Digital Database for Screening Mammography (DDSM), cuyas
caracteŕısticas se exponen en detalle. La validación estad́ıstica del sistema DAO se
hará en función de métricas de rendimiento supervisadas, entre las que se encuen-
tran: acierto de los sistemas de clasificación, medidas de sensibilidad y especificidad,
tasa de falsos positivos, falsos negativos y coeficiente Dice para evaluar traslape entre
contornos reales y predichos, entre otros.

Todos los algoritmos aplicados para las pruebas a continuación descritas fueron elabo-
rados sobre el lenguaje de programación Python y la implementación de los métodos
propuestos se pueden encontrar libremente en un repositorio en ĺınea 1.

9.1. Bases de datos

Este proyecto de investigación se clasificó como una investigación sin riesgo, ya que no
se realizó ninguna intervención o modificación intencionada de variables biológicas, fi-
siológicas, psicológicas o sociales de las personas que participan en el estudio. Se contó
con dos BD públicas de mamograf́ıas. Por una parte, se usaron imágenes de acceso
libre mini-MIAS, la cual contiene 322 imágenes, de los cuales 28 casos corresponden
a MC sospechosas respectivamente, confirmadas por biopsias (Gold Standard) [49].
Además, se usaron los datos de la BD DDSM la cual contiene 1511 imágenes, todas
con MC confirmadas por biopsias [50], ambas BD contienen imágenes es proyección
craneocaudal (CC) y MLO. Los pacientes, cuyas imágenes fueron usadas, firmaron un
consentimiento informado. Los datos fueron anonimizados para asegurar la privacidad
de los pacientes.

BD Numero de imágenes Tamaño(pixeles) Formato Resolución
mini-MIAS 322 1024× 1024 .pgm 200µ/p
DDSM 1511 ∼ 3016× 4616 .dcm 50µ/p

Cuadro 1: Especificaciones de las BD.

1https://github.com/KevinGomez26/codigos-MC/blob/main/algoritmos.py
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9.2. Resultados de las pruebas de eliminación de artefactos

El cuadro 2 muestra los resultados obtenidos para la eliminación de ruido y supresión
de artefactos aplicados sobre DDSM y mini-MIAS, comparados con otros métodos
usados en el estado del arte. La métrica reportada indica el nivel de acierto (ACC)
en la segmentación de la mama comprobada a través de una inspección visual, simi-
lar a los trabajos reportados en la literatura [51, 38, 52, 53] en donde un radiólogo
evalúa los resultados visualmente, determinando el numero de imágenes segmentadas
de forma correcta (ISC), posteriormente se obtiene el valor numérico de la métrica
mediante la expresión ACC = ISC

N
100%, donde N es el numero de imágenes totales.

(a) Mama segmentada de
forma correcta.

(b) Mama segmentada de
forma incorrecta.

Figura 12: Ejemplos segmentación correcta e incorrecta.

El radiólogo encargado identifica que la imagen resultado no contenga ningún tipo de
artefacto o ruido y que el contorno de la mama haya sido segmentado correctamente.
En la Figura 12 se muestra una imagen que ha sido segmentada correctamente con-
trastada con una imagen que no ha sido segmentada de forma correcta por el método
implementado en este trabajo.
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Propuesto por DDSM mini-MIAS
Nosotros 99.87% 99.69%

Qayyum [51] - 99.37%
Slavkovic [38] - 97.51%
Yoon [52] - 93.16%
Wei [53] 94.90% -

Cuadro 2: Resultados de las pruebas de eliminación de artefactos comparados con
otros métodos propuestos en la literatura.

9.3. Resultados de las pruebas de remoción del musculo pec-
toral

Para la validación de este experimento se usaron todas las imágenes presentes en la
base de datos mini-MIAS y 794 imagines de la base de datos DDSM correspondientes
solo a las proyecciones MLO (debido a que este es el conjunto de imágenes en el que
se encuentra presente el musculo pectoral). La métrica reportada indica el nivel de
acierto en la segmentación y remoción del musculo pectoral comprobada a través de
una inspección visual basada en tres categoŕıas [25]:

Excelente (E): El contorno del musculo pectoral detectado emula exactamente
el contorno real y no es posible identificar tipo de desviación de forma visual,
ademas la región pectoral detectada coincide con la zona pectoral en cuestión
y esta no se solapa de forma abrupta con el tejido mamario.

Aceptable (A): La región detectada especifica correctamente el musculo pec-
toral y su contorno es aceptable para el propósito especifico.

Inaceptable (I): La región detectada no es la adecuada debido a su enorme
solapamiento con el tejido mamario y es inaceptable para el propósito especifico.

En la Figura 13 puede apreciarse una comparativa de estas tres categoŕıas, donde
la Figura 13b representa una imagen donde se ha removido satisfactoriamente el
musculo pectoral y el radiólogo a determinado que es un resultado excelente, en la
Figura 13b se determino que la remoción ha sido aceptable pese a que el contorno
real y el contorno detectado no coincidan exactamente, y finalmente en la Figura 13c
se ha determinado que el resultado el inaceptable ya que la región detectada se solapa
de forma notable con el tejido mamario.
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(a) Musculo pectoral remo-
vido de forma excelente.

(b) Musculo pectoral remo-
vido de forma aceptable.

(c) Musculo pectoral remo-
vido de forma inaceptable.

Figura 13: Ejemplos de remoción del musculo pectoral.

Los resultados obtenidos para la la BD mini-Mias fueron 74,54%, 15,04% y 10,42%
correspondientes a las categoŕıas E, A e I respectivamente. Para la BD DDSM fueron
73,80%, 20,91% y 5,29% correspondientes a las categoŕıas E, A e I respectivamen-
te. En el Cuadro 3 se muestran los resultados de acierto, en el cual se tienen en
cuenta tanto las imágenes con resultados excelentes como aceptables ACC = E +A,
contrastado con otros resultados obtenidos en la literatura.

Propuesto por BD(imágenes) Acierto

Nosotros
mini-MIAS 89.58%
DDSM(794) 94.71%

Shinde [20] mini-MIAS 93.70%
Qayyum [51] mini-MIAS 93.00%
Slavkovic [38] mini-MIAS 87.57%
Sreedevi [54] mini-MIAS(161) 90.06%
Raba [55] mini-MIAS 86.00%

Saltanat [56] mini-MIAS 92.00%
Wang [57] DDSM(80) 91.00%
Alam [43] mini-MIAS 90.30%
Li [58] DDSM(100) 92.00%

Cuadro 3: Resultados del método de remoción del musculo pectoral comparados con
otros resultados reportados en la literatura.
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9.4. Resultados de las pruebas de detección y localización de
MC

Para entrenar el modelo de detección de MC se uso una BD construida a mano a
partir de la extracción de regiones de interés (ROI) de tamaño 100× 100 pixeles, este
tamaño es el adecuado para la identificación de MC sin que se vea afectada la imagen
por distorsión geométrica causada por la pixelación [5]. Las ROI podŕıan contener o
no MC, en total 2014 imágenes fueron extráıdas y etiquetadas como no-MC (si no
conteńıan MC) y como si-MC (si conteńıan MC). Para el entrenamiento se uso una
partición del 70% (1409 imágenes) de la BD y 30% (605 imágenes) restante para la
validación del mismo, los resultados obtenidos se pueden observar en el Figura 14, la
cual muestra la matriz de confusión.

Por otro lado la arquitectura de la CNN esta compuesta por una capa de entrada
de tamaño 100 × 100; cuatro capas de convolución con filtros de tamaño 3 × 3, y
una cantidad de 16, 32, 64 y 128 filtros respectivamente; entre cada capa convolu-
cional se adiciono una capa de agrupamiento (maxpooling) de tamaño 2 × 2 para
extraer caracteŕısticas que se puedan ver afectadas por pequeñas variaciones en la
imagen [59], finalmente se acoplo un perceptrón multicapa con 128 unidades de en-
trada con funciones de activación de rectificado lineal para un rápido procesamiento
en la etapa de entrenamiento [60], ademas de 2 unidades de salida con funciones de
activación softmax, de esta forma cada salida de la red se puede interpretar como la
probabilidad de pertenencia a cada clase [61]. Ademas se uso un optimizador Adam
(Adaptative Moment Estimation) para acelerar la búsqueda del punto estacionario,
ya que a diferencia de otras técnicas, la tasa de entrenamiento se adapta en función
de las magnitudes de los pesos, de esta manera el algoritmo converge rápidamente y
las direcciones no tan comunes que tome el gradiente son canceladas [48].

34



9 MARCO EXPERIMENTAL

no-MC
297
95%

1
0%

si-MC
17
5%

no-MC

290
100%

si-MC

P
re
d
ic
ci
ó
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Figura 14: Matriz de confusión resultante de la etapa de entrenamiento.

Por otro lado las épocas fueron ajustados a el valor de 30. La arquitectura y los
parámetros de la CNN fueron seleccionados experimentalmente.

En el Cuadro 4 se pueden observar los resultados de la localización de MC donde se
usaron 287 imágenes de la BD mini-MIAS y 692 imágenes de la BD DDSM (corres-
pondientes a los mejores resultados obtenidos por el sistema). Las métricas reportadas
son, la sensibilidad (s) la cual se define como s = TP

TP+FN
, donde TP y FN son las

MC clasificadas de forma correcta y las MC clasificadas de forma incorrecta respec-
tivamente; mientras que por otro lado también se reporto la tasa de FP por cada
imagen (r) la cual se define como r = FP

N
, donde N es el numero de imágenes.

Propuesto por DB(imágenes) Sensibilidad FP por imagen

Nosotros
mini-MIAS(287) 77% 0.79
DDSM(692) 81% 0.16

Yang [62] Privada(292) 85% 0.40
Wang [26] Privada(292) 90% 0.69
Liu [63] Privada(205) 92% 2.30

El-Naqa [64] Privada(76) 94% 1.00
Gallardo [65] DDSM(100) 82% 2.55

Cuadro 4: Sensibilidad y tasa de FP por imagen comparados con otros resultados
reportados en la literatura.
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9.5. Resultados de las pruebas de clasificación de MC según
su categoŕıa BI-RADS

En la Figura 15 se presenta la matriz de confusión relacionada a los resultados de
clasificación del modelo de ensamble de RNA, dicho modelo fue entrenado con la BD
DDSM, la cual consiste en 1,872 ROI etiquetadas con las categoŕıa BI-RADS (0-5),
la categoŕıa Bi-RADS 0 fue excluida del análisis ya que esta representa imágenes
que aun no tienen una valoración dada por un especialista. Previo a la etapa de
entrenamiento se llevo acabo un aumento de datos, creando imágenes a partir de
las ya existentes usando rotaciones de entre 10◦ − 70◦ lo que incremento el tamaño
de la BD a 4,171 imágenes. Para el entrenamiento del modelo se uso el 80% (3,337
imágenes) de la BD y el 20% (834 imágenes) para la validación, un total de 3,000
iteraciones, y el Gradiente Descendente Estocástico con Momento (SGDM), con un
factor de aprendizaje de 0,005, y un momento de 0,9.

Figura 15: Matriz de confusión modelo de ensamble de RNA.

Por otro lado la arquitectura implementada para cada modelo de RNA consto de 3
capas ocultas con 32, 16 y 8 unidades respectivamente, con funciones de activación
ReLU, y 2 unidades de en la capa de salida con función de activación softmax, deter-
minados de forma experimental.
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En el Cuadro 5 se muestra el nivel de acierto (a) general en la clasificación, el cual
se obtuvo por medio de la expresión a = TP+TN

N
obteniendo un valor de 0, 8185 para

la tarea multiclase (4 categoŕıas) en comparación con otros enfoques para diferentes
objetivos de clasificación como la tarea de clasificación BI-RADS 4 y la tarea BI-
RADS 2 vs 3 vs 4 vs ninguna lesión (4 categoŕıas).

Propuesto por Tarea Acierto
Nosotros BI-RADS (2,3,4,5) 82%

Avalos et al. [16] BI-RADS (2,3,4) y no lesionado 71%
Lei et al. [18] Bi-RADS 4 80%

Cuadro 5: Resultados de la clasificación de MC según la escala BI-RADS comparados
con otros resultados reportados en la literatura.

9.6. Diseño de la interfaz del sistema DAO

Todas las etapas de procesamiento descritas en las secciones anteriores fueron progra-
madas en el software Python en la versión 3.8, para el diseño de la interfaz gráfica de
usuario (GUI) del sistema DAO se opto por usar la libreŕıa de uso libre tkinter, esta
libreŕıa proporciona herramientas para crear GUI sofisticadas, suministrando diversos
componentes (botones, sliders, paneles, menús deslizantes, visualizador de imágenes,
etc.) que pueden ser utilizados en combinación para producir prácticamente cualquier
diseño de la GUI. A continuación se presenta, en la Figura 16, la interfaz diseñada
para el sistema DAO.
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Figura 16: Panel inicial del sistema DAO.

El panel inicial esta compuesto por dos secciones principales: la primera es la barra
de botones, en la cual se encuentran los botones (ocho) que permiten ejecutar diver-
sas acciones sobre la mamograf́ıa bajo estudio, la segunda sección es el panel donde
se visualiza la mamograf́ıa que se desea analizar. El botón cargar imagen permite
abrir un explorador de archivos donde el usuario podrá seleccionar la mamograf́ıa a
analizar. El botón eliminar artefactos realiza las operaciones de prerpocesamiento,
eliminando el ruido y los artefactos contenidos en la mamograf́ıa, ademas de segmen-
tar el seno y reducir la imagen a la región de interés. El botón remover pectoral
remueve el musculo pectoral de la mamograf́ıa (asegurarse de que la imagen sea to-
mada en proyección MLO). El botón localizar MC permite al usuario localizar de
forma automática las MC contenidas en la mamograf́ıa. El botón guardar abre un ex-

38



9 MARCO EXPERIMENTAL

plorador de archivos que le permite al usuario guardar la imagen que desee. El botón
ayuda mostrara un manual con toda la información necesaria para que el usuario
pueda familiarizarse con el software.

Por otro lado el botón información abre un archivo .pdf como se puede ver en la
Figura 17 donde el usuario podrá visualizar y editar los datos asociados al paciente
en cuestión.

Figura 17: Panel de información del paciente.

Este panel reúne toda la información asociada al paciente en tres campos diferentes:
el primero es la identificación del paciente, aqúı se encuentra el numero de identifica-
ción, el nombre, la edad, el genero y algunos datos relacionados con el examen medico,
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como la fecha y proyecciones de la mamograf́ıa. El segundo campo es la Descripción,
esta información la digita un especialista el cual se encarga de identificar las diferentes
caracteŕısticas asociadas a los tejidos y otros componentes de la mamograf́ıa, aśı como
indicar los hallazgos encontrados. Finalmente el tercer campo es la conclusión, aqúı se
indica la categoŕıa Bi-rads asociada a la mamograf́ıa determinada por un especialista.

Finalmente el botón buscar similares abre el panel de recuperación de información
como se puede observar en la Figura 18 En este panel el usuario podrá visualizar
el conjunto de imágenes con MC obtenida en etapas de procesamiento anteriores,
adicional mente el sistema entregara un diagnostico referente a la categoŕıa Bi-rads
de la imagen MC en cuestión, ademas el sistema también arrojara seis imágenes
consideradas similares posicionadas en un ranking dado por el nivel de similitud
encontrado teniendo como referente la imagen consulta.

Figura 18: Panel de recuperación de información.
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10. Conclusiones

En este trabajo se presenta una metodoloǵıa alternativa para el preprocesamiento y
localización de MC en mamograf́ıas crudas. En consecuencia, se genera un esquema
metodológico que posteriormente permitió la implementación de un sistema DAO pa-
ra el apoyo en la detección temprana del cáncer de mama. Inicialmente se realizo el
preprocesamiento, la cual cuenta con dos etapas, la primera es la eliminación de arte-
factos, para cual se uso el método de realce de contraste AGCWD para incrementar
la intensidad de los pixeles pertenecientes a la mama en relación a los del fondo de la
imagen, ademas también se uso el método de umbralización de Otsu para segmentar
la mama, y finalmente con el método de componentes conectados se desecharon los
artefactos, con resultados que evidentemente mejoran los conseguidos en otros traba-
jos (ver Cuadro 2).

Por otro lado la segunda etapa consiste en la remoción del musculo pectoral, la cual
se consiguió mediante la estimación y eliminación del fondo para remover las estruc-
turas irrelevantes, en combinación con el algoritmo de segmentación K-medias usado
para identificar el musculo pectoral, para refinar los resultados obtenidos después de
la segmentación del musculo pectoral se propuso un método de ajuste del contorno
del musculo por medio de una aproximación polinomial de orden tres, los resultados
obtenidos mediante inspección visual (ver Cuadro 3) demuestran el éxito del méto-
do a la hora de segmentar el musculo pectoral, esto se debe en gran parte a que el
algoritmo K-medias determina unos pixeles prototipos (µ) en la imagen, lo cual es
muy conveniente debido a que se asume que el musculo pectoral tiene una intensidad
homogénea por lo que solo los pixeles mas parecidos al prototipo adecuado garantizan
la correcta segmentación de dicha región.

También se implemento un modulo de detección y localización de MC. La detec-
ción se consiguió mediante el uso de una CNN entrenada para reconocer los patrones
relevantes de una MC, esto se logro entrenando el modelo con una BD hecha ma-
nualmente, los resultados de dicho entrenamiento (ver Figura 14) fueron bastante
satisfactorios, demostrando aśı que el modelo discriminaba correctamente una clase
de la otra. Posteriormente cada mamograf́ıa fue submuestreada (W ∈ L) donde cada
Roi fue clasificado como potencial Roi con MC o no. Finalmente si un Roi conteńıa
MC pasaba a la etapa de localización, donde a cada imagen se le realizaba un realce
de contraste eliminando las estructuras que aparecen en el fondo de la imagen, por
medio de la sustracción del fondo, finalmente se filtraron la mayor cantidad posible
de FP (estructuras clasificadas erróneamente como MC) asumiendo algunas carac-
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teŕısticas geométricas y de intensidad de las MC, las cuales permiten descartar otro
tipo de estructuras. Los resultados obtenidos de sensibilidad y tasa de FP por imagen
(ver Cuadro 4) indican que esta metodoloǵıa es competitiva en comparación a otros
trabajos propuestos en la literatura.

Ademas se implemento una metodoloǵıa que consta de dos etapas, la primera es la
clasificación MC en la categoŕıa BI-RADS (2, 3, 4, 5), problema de clasificación multi-
clase, abordado como una tarea de clasificación binaria en un modelo de ensamble de
RNA, para entrenar el modelo se utilizó la BD DDSM con un aumento de imágenes
para remover el desbalance de datos. La extracción de caracteŕısticas se implementó
con el paquete Pyradiomics Python, se extrajeron un total de 93 caracteŕısticas. La
segunda etapa incorpora un proceso de emparejamiento, toma la salida del modelo
de conjunto de RNA para apoyar la búsqueda a lo largo de todo el conjunto de datos
para la recuperación de imágenes (ver Figura 11). El soporte se entiende como una
ruta, esto permite que el proceso de emparejamiento busque sólo en una “sección”
espećıfica de la BD haciendo el emparejamiento más preciso debido a que el sistema
CBIR sólo recupera imágenes similares de la misma categoŕıa BI-RADS de la ima-
gen consulta. Para ranquiar las imágenes se utilizó el valor de similitud entre ellas
calculado a partir de la distancia euclidiana normalizada. En el Cuadro 5 se presen-
to la evaluación en términos de la métrica a para el modelo de ensamble de RNA,
los resultados fueron relativamente buenos para la clasificación MC, superando a los
métodos del estado del arte.

Asimismo, se implemento un prototipo de software (ver Figura 16) el cual acopla
todas las etapas nombradas anteriormente, con el añadido de que este sistema DAO
cuenta con un modulo de visualización y edición de datos asociados al paciente (ver
Figura 17) y un sistema de recomendación, el cual dictamina una categoŕıa Bi-rads
dado un Roi y entrega un conjunto de imágenes similares, para que un especialista
pueda contrastar la imagen en cuestión con las entregadas por el sistema y aśı reforzar
o considerar su opinión inicial.

Todos los métodos fueron validados en dos BD, mini-MIAS y DDSM, las cuales
son ampliamente usadas en la literatura. Los resultados alcanzados en este traba-
jo muestran que, efectivamente, la metodoloǵıa propuesta mejora el desempeño en
la segmentación de la mama y musculo pectoral, aśı como la clasificación de MC,
en comparación con los métodos propuestos en la literatura. Alentado por estos re-
sultados prometedores, se propone como trabajo futuro, robustecer cada una de las
etapas planteadas en este trabajo para aumentar la capacidad de discriminación de
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los clasificadores y mejorar la exactitud de los segmentadores, ademas de incorporar
módulos de detección y localización de masas, asimétrias y distorsiones arquitectóni-
cas, biomarcadores claves en el diagnostico temprano del cáncer de mama. Finalmente
se pretende mejorar el sistema de recomendación con un circuito de retroalimentación
que le permita al usuario dar una calificación al trabajo apoyo dado por el sistema
DAO.
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11. Resultados académicos

A continuación se presentan los art́ıculos publicados y sometidos a congresos y revistas
internacionales, aśı como proyectos de investigación y aplicativos software desarrolla-
dos durante la ejecución de este trabajo.

Gómez, Kevin Alejandro Hernández, Julian D. Echeverry-Correa, and Álvaro
Ángel Orozco Gutiérrez. “Automatic Pectoral Muscle Removal and Microcalci-
fication Localization in Digital Mammograms.”Healthcare Informatics Research
27.3 (2021): 222-230.

Hernández, Kevin Alejandro, D. Cárdenas Peña, and Álvaro A. Orozco. “A
space-structure based dissimilarity measure for categorical data.̈International
Journal of Electrical and Computer Engineering (IJECE) 11.1 (2021): 620-627.

Ariosto Serna, Luis, Kevin Alejandro Hernández, and Piedad Navarro González.
“A k-means clustering algorithm: Using the chi-square as a distance.̈Internatio-
nal Conference on Human Centered Computing. Springer, Cham, 2018.

Cardona, LA Serna, KA Hernández Gómez, and Álvaro A. Orozco-Gutierrez.
“La Characterization of high school students in the department of Risaralda
using the Chi-Square metric.”Scientia et Technica 26.2 (2021): 119-126.

Computer-aided diagnosis based on microcalcification classification-driven ima-
ge retrieval for breast cancer diagnosis (Sometido).

Prototipo de sistema de apoyo al diagnostico medico para la detección temprana
del cáncer de mama - Sistema de Análisis Mamográfico (SAM).
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pectoral muscle removal and microcalcification localization in digital mammo-
grams,” Healthcare Informatics Research, vol. 27, no. 3, p. 222, 2021.

[42] N. Shrivastava and J. Bharti, “Breast tumor detection in digital mammogram
based on efficient seed region growing segmentation,” IETE Journal of Research,
pp. 1–13, 2020.

[43] N. Alam and M. J. Islam, “Pectoral muscle elimination on mammogram using k-
means clustering approach,” International Journal of Computer Vision & Signal
Processing, vol. 4, no. 1, pp. 11–21, 2014.

[44] M. Mustra and M. Grgic, “Robust automatic breast and pectoral muscle seg-
mentation from scanned mammograms,” Signal processing, vol. 93, no. 10, pp.
2817–2827, 2013.
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