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B.3 Modèles d’indépendance et séparation dans les graphes . . . . . . . 177
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Table des figures

1.1 Biais et variance d’un estimateur . . . . . . . . . . . . . . . . . . . 23

1.2 Figure issue de [DHS01] : Le graphe du haut montre plusieurs

points d’apprentissage en une dimension, supposés générés par une

loi gaussienne de variance particulière, mais de moyenne inconnue.

Quatre parmi le nombre infini de distributions sources candidates

sont représentées en trait discontinu. La figure du milieu présente la

vraisemblance L(θ) comme une fonction de la moyenne. Si nous dis-

posions d’un nombre infini de points, cette vraisemblance serait très

étroite. La valeur qui maximise la vraisemblance est notée θ̂ ; elle

maximise aussi le log-vraisemblance l(θ), représenté dans la figure
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de vraisemblance à partir des donnée, cette estimation est une distri-

bution gaussienne de dimension 2 dessinée en rouge, le point rouge

au milieu est la moyenne de cette gaussienne. . . . . . . . . . . . . 34
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Introduction générale

L’estimation de densité en grande dimension

La théorie des probabilités est un formalisme puissant et général qui a été

appliquée avec succès dans divers domaines scientifiques et techniques. Dans le

domaine du machine learning, les approches probabilistes ont prouvé qu’elles sont

particulièrement fructueuses.

La tâche de l’estimation de densité revient à produire, à partir d’un ensemble

de données d’observations, un modèle ou une description des ces données. Sous

l’hypothèse que ces données ont été générées par un certain processus, le but de

l’estimation de densité est alors de construire un modèle décrivant ce processus.

Ce modèle estimé servira par la suite à prévoir les données qui vont être générées

par ce processus.

Dans les applications actuelles, la complexité des systèmes réels ne cesse d’aug-

menter. Le nombre de variables décrivant ces systèmes est alors de plus en plus

important ce qui rend difficile l’estimation de densité. En effet, le nombre de pa-

ramètres nécessaires pour une estimation (paramétrique) de la distribution ayant

généré l’ensemble de données d’observations croit exponentiellement par rapport

à la dimension du problème. De plus, l’augmentation de la taille de l’espace des

paramètres conduit à une augmentation exponentielle de la complexité des calculs

pour trouver un ensemble de paramètres optimaux. Les modèles graphiques pro-

babilistes, dont nous parlerons dans le paragraphe suivant, fournissent une aide

non négligeable pour lutter contre le problème de l’augmentation du nombre de

paramètres en fournissant une factorisation de la loi jointe.

Le problème de grande dimension s’accentue du fait que le nombre d’observa-

tions avec lequel on effectue l’estimation de densité n’augmente pas dans les mêmes

proportions, et reste même extrêmement faible dans certains domaines d’applica-

tions. Le principe du Perturb et Combine, initialement appliqué en classification,
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permet de lutter contre ce genre de problèmes.

Les modèles graphiques probabilistes

Les modèles graphiques probabilistes profitent de leur pouvoir de modéliser

graphiquement des dépendances et indépendances (conditionnelles) entre des sous-

ensembles de variables ce qui permet de réduire le nombre de paramètres néces-

saires pour apprendre une distribution de probabilité à partir d’un ensemble de

données.

L’apprentissage de structure de modèles probabilistes revient essentiellement à

trouver une factorisation maximale de la densité jointe d’un ensemble de variables

aléatoires, ceci en se basant sur un ensemble d’observations jointes de ces variables

[CDLS99]. Malheureusement, les algorithmes d’apprentissage de structure de mo-

dèles graphiques disponibles actuellement sont souvent restrictifs du point de vue

de la nature de la structure qu’il cherchent, et ils ont une complexité algorith-

mique importante pour être applicables efficacement pour un très grand nombre

de variables. De plus, le comportement de ces méthodes dans le cas d’un nombre

réduit d’individus n’est pas connu. Il est possible que ces méthodes souffrent du

phénomène de sur-apprentissage lorsque le nombre de variables est très grand par

rapport au nombre d’individus, ce qui est le cas des problèmes actuels. Le principe

appelé Perturb et Combine propose des techniques permettant de lutter contre ce

problème de passage à l’échelle et celui de données de taille faible devant la di-

mension.

Principe du Perturb & Combine

Dans le contexte de l’apprentissage supervisé, un principe générique appelé

Perturb et Combine a mené à beaucoup d’innovations fructueuses. Son idée prin-

cipale est d’une part de perturber selon différentes directions un algorithme d’op-

timisation utilisé pour produire un prédicteur faible à partir d’un ensemble de

données, et d’autre part combiner de façon appropriée un ensemble de prédic-

teurs (sous la forme d’un mélange de modèles) obtenus par plusieurs itérations

de l’algorithme perturbé sur l’ensemble de données. La perturbation peut se faire

selon deux niveaux : perturbation directe de l’algorithme d’apprentissage ou per-

turbation de l’ensemble de données. Dans ce principe, des ensembles de modèles

aléatoires de performance faible ont été étudiés et utilisés avec succès pendant les
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deux dernières décennies. Parmi les avantages de ces méthodes, citons l’amélio-

ration potentielle du passage à l’échelle de leur algorithmes d’apprentissage (e.g.

[GEW06]). Dans le contexte de l’estimation de densité, le Bagging (et le Boosting)

de distributions normales a été proposé par [Rid02].

Organisation du document

Ce rapport est organisé autour de cinq chapitres. Dans le chapitre 1, nous pré-

sentons la notion générale de l’estimation de densité ainsi que les deux types

d’approches permettant de faire l’estimation de densité : les méthodes paramé-

triques et les méthodes non-paramétriques. Enfin, nous discutons les différents

problèmes rencontrés dans les espaces de grande dimension.

Le chapitre 2 nous présente les modèles graphiques probabilistes de dif-

férents points de vue. Nous commençons ce chapitre par introduire le principe

général de ces modèles graphiques en mettant l’accent principalement sur la fac-

torisation de la loi jointe ainsi que sur l’apport de ces modèles dans le cadre de

l’estimation de densité. Nous étudions ensuite le cas particulier de modèles dont

la structure du graphe est simple.

Ces modèles simples seront notre outil pour construire des mélanges d’arbres.

Dans le chapitre 3, nous introduisons dans un premier temps le principe général des

mélanges de modèles ainsi que le cadre général de cette approche le Bayesian

Model Averaging où la taille du mélange est infinie. Nous présentons également

les approches de mélanges de taille finie dont l’apprentissage à partir de données

d’observation est basé sur l’algorithme EM. Ensuite, nous présentons un autre type

d’approches basées sur le principe du Perturb et Combine pour l’apprentissage de

mélanges de modèles finis. Enfin, nous discutons les différents approches présentées

dans le cadre spécifique où les données sont de taille très faible devant la grande

dimension du problème.

Après avoir présenté et discuté ces trois notions, nous décrivons nos contribu-

tions dans le cadre de l’estimation de densité par les modèles graphiques proba-

bilistes en utilisant des mélanges de modèles simples selon le principe du Perturb

et Combine. Dans le chapitre 4, nous considérons en premier temps des mé-

langes de modèles simples (arbres et polyarbres) générés aléatoirement selon

une loi uniforme dans l’espace des modèles possibles. L’apprentissage du mélange

ne se fait pas par l’algorithme EM classiquement utilisé pour apprendre la totalité

des paramètres du mélange, mais selon un algorithme que nous proposons pour
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apprendre les paramètres de chaque modèle simple indépendamment des autres.

Ensuite, nous proposons un autre type de mélange où la perturbation porte sur

les données d’apprentissage en utilisant le principe du Bagging, et les modèles

simples sont appris à partir de données au moyen d’un algorithme classique d’ap-

prentissage d’arbres optimaux. La deuxième partie de ce chapitre est consacrée

aux résultats obtenus pour ces deux approches. Nous verrons que nos mélanges

de modèles simples représentent une solution potentiellement intéressante pour

l’estimation de densité, étant donné que nos mélanges passent à l’échelle et per-

mettent d’obtenir de bons résultats par rapport aux méthodes de l’état de l’art.

L’apprentissage de nos modèles de mélanges à base de Bagging, dont les résultats

sont meilleurs, sont de complexité quadratique en fonction de la taille du domaine.

Ces différents résultats ont fait l’objet de plusieurs publications scientifiques :

une première publication [ALDW08b] dans The Annual Belgian-Dutch Machine

Learning Conference, une deuxième publication [ALW08] dans les 4èmes Journées

Francophones sur les Réseaux Bayésiens, une troisième publication [ALDW08a]

lors du 4ème workshop européen The European Workshop on Probabilistic Gra-

phical Models et une autre publication [ALDW09b] dans la 10ème conférence eu-

ropéenne European Conference on Symbolic and Quantitative Approaches to Rea-

soning with Uncertainty et aussi présentée [ALDW09a] lors de la Conférence fran-

cophone sur l’APprentissage artificiel.

Le chapitre 5 est alors consacré à nos dernières contributions, toujours à

base du principe Perturb et Combine, avec la proposition d’heuristiques sous-

quadratiques de mélanges d’arbres en appliquant une perturbation sur la pro-

cédure quadratique de recherche de l’arbre optimal. Ce deuxième type d’approches

est ensuite testé et comparé à nos premiers mélanges ainsi que d’autres travaux

concurrents. Nous verrons que nos heuristiques sous-quadratiques permettent de

diminuer la complexité de construction de nos mélanges et représentent une alter-

native moins coûteuse que les précédents algorithmes.

Ce travail a fait le sujet d’autres publications scientifique : une première

publication dans la Conférence Internationale Computational Statistics en 2010

[ALW10b], une deuxième publication [ALW10a] présentée lors des 5èmes Journées

Francophones sur les Réseaux Bayésiens et une troisième publication [ALSW10]

dans le Workshop on Probabilistic Graphical Models.

Dans le chapitre 6, nous finissons par une conclusion générale pour ce travail

de thèse ainsi que quelques perspectives.







Chapitre 1

L’estimation de densité

1.1 Introduction

Dans le domaine des probabilités et statistiques, l’estimation de la densité est

la construction (recherche) d’une fonction qui approche une fonction de densité de

probabilité, pour laquelle un ensemble de données a été observé. Nous introduisons

dans ce premier chapitre l’estimation de densité en général ainsi que les différentes

techniques et méthodes qui existent. Nous commençons dans la section 1.2 par

présenter le principe général de l’estimation de densité ainsi que l’intérêt de cette

notion. La section 1.3 est consacrée à la description des méthodes paramétriques

et la section 1.4 décrit les méthodes d’estimation de densité non-paramétriques

ainsi que leurs applications pour des exemples de lois. Nous présentons ensuite le

contexte qui nous intéresse dans ce travail où le nombre d’observations est très

petit devant la dimension du problème. Nous verrons dans la section 1.5 que la

grande dimension des données pose des problèmes spécifiques en apprentissage

statistique. Le problème de la dimension est généralement appelé « fléau de la

dimension ». Nous verrons aussi dans cette même section les autres problèmes

théoriques et pratiques causés par ce fléau de la dimension.

1.2 Principe général

Considérons une quantité aléatoire continue X qui possède une fonction de

densité de probabilité f(X). La spécification de la fonction f(X) donne une des-

cription naturelle de la distribution de X, et permet de retrouver les probabilités
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associées à X par l’équation suivante :

P (a < X < b) =

∫ b

a
f(x)dx pour tout a < b

Supposons maintenant que nous disposons d’un ensemble de données d’observa-

tions issu d’une fonction de densité de probabilité inconnue. L’estimation de den-

sité, que nous considérons dans notre travail, est la construction, à partir des don-

nées observées, d’une fonction estimée qui représente (approche) cette fonction de

densité.

Le problème évoqué dans notre travail est alors ”Comment estimer une

densité à partir d’un ensemble de données ?”

Les approches d’estimation de densité se divisent en deux catégories : les

approches paramétriques décrites dans la section 1.3 et les approches non-

paramétriques décrites dans la section 1.4.

Intérêt de l’estimation de densité L’estimation de la densité est utilisée

dans divers domaines d’applications, nous citons d’abord la simulation de nouvelles

instanciations des variables aléatoires pour obtenir de nouvelles observations. En-

suite, dans le domaine de la reconnaissance de formes, l’estimation de la densité

est utilisée pour faire de la classification par les modèles génératifs. Elle est utili-

sée aussi en optimisation avec par exemple les EDA (Estimation of Distribution

Algorithms).

Nous commençons par définir un ensemble de notations que nous utiliserons

dans la suite de ce chapitre. Soit X1, ..., Xn n observations équipondérées d’une

variable aléatoire (réelle continue) X de densité f inconnue. Nous considèrerons

dans tout le reste de ce rapport que les échantillons sont iid (indépendant et

identiquement distribués). Le symbole f̂ sera utilisé pour noter l’estimateur de

densité considéré.

1.3 Les approches paramétriques

1.3.1 Principe général

Dans le cas des modèles paramétriques, nous supposons que les données sont

issues d’une famille de distributions paramétriques connue. L’avantage de l’ap-

proche paramétrique est que le modèle à estimer est défini par le moyen d’un
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ensemble de paramètres notés θ (par exemple moyenne et variance pour la loi

normale). Dans ces approches, la fonction densité dépend donc de la valeur de ces

paramètres. Cette densité en un point x est couramment notée f(x|θ) ou fθ(x).

Différentes méthodes existent pour l’estimation des paramètres décrivant les

lois paramétriques, notamment la méthode du maximum de vraisemblance et la

méthode d’estimation bayésienne. Il existe aussi la méthode des moments (en

statistique), qui consiste à estimer les paramètres recherchés en égalisant certains

moments théoriques (qui dépendent de ces paramètres) avec leurs contreparties

empiriques.

Avant de passer à présenter ces approches d’estimation de densité paramé-

triques, nous introduisons certaines notions qui seront utiles par la suite.

Propriétés d’un estimateur

Un estimateur est considéré un ”bon”estimateur s’il possède certaines ”bonnes”

propriétés [Alp04]. Soit X une variable aléatoire de densité de probabilité f(x|θ)
et D un ensemble d’échantillons générés par cette densité. Soit θ̂ un estimateur de

θ. Un critère pour évaluer la qualité d’un estimateur θ̂ est de calculer son erreur

quadratique moyenne r(θ̂, θ) donnée par :

r(θ̂, θ) = E
[
(θ̂ − θ)2

]
Cette erreur quadratique moyenne s’exprime en fonction de la variance et du biais

d’un estimateur :

r(θ̂, θ) = V ar(θ̂) + biais(θ̂)2

Pour avoir un bon estimateur, il faut minimiser cette erreur donc minimiser sa

variance et son biais.

Estimateur convergent Un estimateur est convergent s’il produit des estima-

tions θ̂ de plus en plus proches de la vraie valeur θ quand on considère des tailles

d’échantillons de plus en plus grandes. Autrement dit, un estimateur est convergent

en probabilité s’il tend en probabilité vers θ lorsque le nombre d’échantillons aug-

mente infiniment.

Biais Dans la réalité, la taille des échantillons disponibles est limitée. Il est donc

naturel de se demander quelle qualité est attendue d’un estimateur limité à des

échantillons de taille donnée N .
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Le biais d’un estimateur représente la quantité qui sépare la région centrale

de sa distribution de la valeur vraie θ du paramètre à estimer. Cette quantité est

donnée par l’équation suivante :

biais(θ̂) = (E
[
θ̂
]
− θ)2

La figure 1.1 est un exemple en une dimension, d’un estimateur θ̂ d’un vrai

paramètre θ à partir un ensemble d’échantillons di. Cette figure montre le biais de

cet estimateur θ̂ et sa variance.

Un estimateur dont la moyenne de la distribution (l’espérance) est égale à θ

pour toute valeur de N est dit sans biais ou non-biaisé. Cette propriété se traduit

par

E[θ̂]N = θ pour tout N

Pour une valeur de N donnée, un estimateur dont l’espérance n’est pas égale à θ

est dit biaisé.

Variance la variance d’un estimateur mesure en moyenne comment les diverses

estimations sont distribuées autour de leur valeur moyenne. La variance est don-

nées par l’équation suivante :

V ar(θ̂) = E
[
(θ̂ − E(θ̂)2)

]
La figure 1.1 montre la variance d’un estimateur θ̂ pour un ensemble d’estimations.

Estimateur efficace Un paramètre peut avoir plusieurs estimateurs sans biais,

dans ce cas il faudra en choisir un. L’estimateur le plus efficace sera celui ayant la

plus faible variance.

Un estimateur est dit efficace s’il est sans biais. Il vérifie l’ensemble des condi-

tions de Cramer-Rao [Cra99] et sa variance est égale à la borne de Cramer-Rao.

Si T est un estimateur asymptotiquement sans biais, et si limN→∞E(T ) = θ

et limN→∞ V ar(T ) = 0 alors T est convergent.

1.3.2 La méthode du maximum de vraisemblance (MV)

Les méthodes d’estimation du maximum de vraisemblance sont des estima-

tions ponctuelles puisqu’elles cherchent à trouver une valeur estimée θ̂ pour un

paramètre θ à partir d’un ensemble d’échantillons donné.
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Mélanges de modèles sous-quadratiques

La suite ...

E [θ̂] θ

biais

variance

θ̂i

S. Ammar et al. Mélanges de modèles sous-quadratiques (22/23)

Figure 1.1. Biais et variance d’un estimateur

Elles sont attractives pour plusieurs raisons. D’abord, elles possèdent de bonnes

propriétés de convergence et d’efficacité quand le nombre d’échantillons est très

grand. Les estimateurs du MV ont asymptotiquement la variance la plus faible

parmi tous les estimateurs sans biais. De plus, l’estimation par maximum de vrai-

semblance est plus simple que les méthodes alternatives, telles que les méthodes

bayésiennes. En effet, du point de vue complexité, les méthodes de maximum de

vraisemblance ne nécessitent que des techniques de calculs différentiels ou une re-

cherche de gradient, tandis que les méthodes bayésiennes peuvent nécessiter des

intégrations multidimensionnelles complexes.

Une caractéristique majeure indésirable du MV est que ses propriétés avec

des échantillons finis peuvent être très différentes de ses propriétés asymptotiques.

Bien qu’elles soient convergentes, les estimations des paramètres par MV sont

typiquement biaisées.

Soit X une variable aléatoire de densité de probabilité f(x|θ). Soit D =

{x1, x2, . . . , xn} un échantillon de données iid généré par la densité de proba-

bilité f(x|θ) avec les paramètres θ ∈ Ω. Dans le cas où les variables aléatoires sont

indépendantes, la fonction de vraisemblance associée L (vraisemblance de θ par

rapport à D) est définie sur Ω par le produit de densités de probabilité individuelles

(Equation 1.1)

L(θ) = f(D|θ) =

n∏
j=1

f(xj |θ) (1.1)

La méthode du maximum de vraisemblance consiste à trouver les valeurs θ̂ de θ

qui maximisent la vraisemblance L(θ) d’avoir obtenu l’échantillon utilisé : θ̂ =

maxθ∈Ω L(θ). Cette estimation correspond à la valeur de θ qui supporte le mieux

l’ensemble de données observées.

Grâce à la monotonie de la fonction Logarithme, θ̂ peut être trouvé en maxi-

misant le logarithme de la fonction de vraisemblance l(θ) (appelé fonction log-

vraisemblance). Cela possède l’avantage en calcul de remplacer un produit par
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une somme.

l(θ) = log(L(θ)) =

n∑
j=1

log(f(xj |θ)) (1.2)

On peut écrire la solution sous la forme :

θ̂MV = argmax
θ∈Ω

l(θ)

Si le nombre de paramètres de θ est égal à p, alors le vecteur de p composantes

de θ est : θ = (θ1, . . . , θp)
t, et ∇θ est l’opérateur gradient.

∇θ =


∂
∂θ1
...
∂
∂θp


D’après l’équation 1.2, on a :

∇θl =
n∑
j=1

∇θlog(f(xj |θ))

La solution θ̂ doit satisfaire la condition :

∇θl = 0 (1.3)

Il est à noter qu’une solution θ̂ trouvée peut ne pas représenter un vrai maxi-

mum global. Elle peut représenter un maximum ou un minimum local ou encore

un point d’inflexion de la fonction l(θ). Une vérification de chaque solution trou-

vée est nécessaire pour s’assurer qu’il s’agit d’un vrai maximum, ou un calcul des

dérivées secondes peut confirmer la nature de l’optimum trouvé.

L’estimation de maximum de vraisemblance a l’avantage de simplicité et ra-

pidité de son calcul si l’équation 1.3 est simple à résoudre comme par exemple

dans le cas des familles exponentielles. Le principe du maximum de vraisemblance

fourni une approche d’estimation bien connue dans le cas de distributions normales

et plusieurs autres problèmes. Toutefois, dans le cas de problèmes complexes, un

estimateur de maximum de vraisemblance peut devenir inapproprié ou peut même

ne pas exister. En effet, dans le cas où l’équation 1.3 ne peut pas être analytique-

ment résolue, il faut avoir recours à des méthodes itératives comme la méthode

de Newton-Raphson, la méthode des scores ou encore l’algorithme Expectation-

Maximization pour essayer de trouver un maximum de la fonction de vraisem-
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blance, ce qui n’est pas toujours faisable.

De point de vue interprétabilité, le maximum de vraisemblance est facile à

comprendre et à interpréter du moment où cette méthode retourne un seul modèle

optimal pour l’ensemble d’échantillons disponibles.

1.3.3 L’estimation Bayésienne : maximum a posteriori (MAP)

Dans certains cas, un expert du domaine peut avoir des connaissances (infor-

mations) a priori sur certaines variables ou même sur le problème en entier. Ces

informations sont très utiles et doivent être exploitées et introduites en tant qu’a

priori sur les paramètres θ, surtout dans le cas où il n’y a que très peu de données.

Les informations a priori n’indiquent pas exactement les valeurs des paramètres

(dans le cas contraire, les données seraient inutiles), l’incertain sera alors modélisé

en considérant θ comme variable aléatoire et en définissant une densité a priori

f(θ) pour cette variable.

La densité a priori, f(θ), nous indique la valeur que doit avoir θ avant de voir

les données. On combine ensuite cette information a priori avec les informations

issues des données, notamment la densité obtenue par maximum de vraisemblance

f(D|θ), en utilisant la règle de Bayes. On obtient ainsi une densité a posteriori de

θ.

f(θ|D) =
f(D|θ)f(θ)

f(D)
=

f(D|θ)f(θ)∫
θ
′∈Ω f(D|θ′)f(θ′)dθ′

(1.4)

L’estimation de la densité en un point x est donnée par l’équation suivante :

f(x|D) =

∫
Ω
f(x|θ)f(θ|D)dθ (1.5)

L’estimation bayésienne est alors une moyenne (espérance) des prédictions en

utilisant toutes les valeurs possibles de θ, pondérées par leur probabilité. Le calcul

de cette intégrale de l’équation 1.5 peut être un problème difficile à résoudre.

Dans le cas où ce calcul n’est pas faisable, on peut approcher l’intégrale par un

seul point. L’estimation du maximum a posteriori (MAP) peut rendre le calcul

plus facile en faisant l’hypothèse que f(θ|D) présente un pic.

θ̂MAP = argmax
θ

f(θ|D)

Ainsi, la densité dans l’équation 1.5 est remplacée par un seul point comme
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suit :

f(x|D) ' f(x|θ̂MAP )

Une autre possibilité pour résoudre le problème de l’équation 1.5 est de consi-

dérer l’estimateur Bayésien appelé espérance a posteriori (EAP). Cet estimateur

consiste à calculer l’espérance (moyenne) de toutes les valeurs possibles du para-

mètre à estimer. L’estimateur EAP est alors donné par la formule suivante :

θ̂EAP = Eθ [f(θ|D)] =

∫
θf(θ|D)dθ

Le choix de la loi a priori est une des difficultés majeures de l’approche bayé-

sienne. Il est généralement guidé par les connaissances a priori que l’on peut avoir

du domaine étudié. Lorsque la connaissance a priori est très précise elle peut

impliquer l’utilisation d’une loi a priori entièrement spécifiée. En l’absence d’in-

formation a priori, on peut également utiliser une loi a priori non informative tel

que une loi uniforme.

Les calculs qui mènent à la loi a posteriori, donc à l’estimation bayésienne des

paramètres θ ne sont pas toujours simples et la difficulté provient du calcul des

intégrales de l’équation 1.4. Un choix judicieux de la densité a priori permet de

résoudre analytiquement certaines de ces intégrales (ou même toutes). Lorsque le

calcul analytique est impossible, on doit utiliser des méthodes d’approximation,

soit basées sur des approximations numériques de l’intégrale à calculer, soit ba-

sées sur la simulation selon les lois d’intérêt (loi a posteriori ou loi prédictive a

posteriori).

Il est possible d’avoir recours à la famille des lois a priori conjuguées dont

l’intérêt est d’assurer le calcul analytique de la densité a posteriori. En effet, elles

sont définies de telle sorte que la loi a posteriori appartient à la même famille

de lois que la loi a priori : si la loi a priori est de densité fγ(θ), alors la loi a

posteriori sera de densité fγ′(θ) où γ′ s’exprime aisément en fonction de γ et des

données. Les lois a priori conjuguées sont connues pour un certain nombre de mo-

dèles classiques, par exemple, la distribution a priori conjuguée à une distribution

gaussienne (univariée) est une gaussienne et celle conjuguée à une distribution

multinomiale (multivariée) est une distribution de Dirichlet. Ce concept des dis-

tributions a priori conjuguées a été introduit par [RS61].

Cette estimation bayésienne est mieux adaptée dans le cas où des connaissances

a priori sur les variables sont fournies et dans le cas où on ne dispose que de très

peu de données.
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1.3.4 Exemples de modèles uni-variés

1.3.4.1 Variable discrète : loi de Bernoulli

Forme de la loi

Soit une variable aléatoire X discrète qui suit une loi de Bernoulli de paramètre p

notée B(p). Dans une loi de Bernoulli, il existe deux sorties possibles : un évène-

ment se produit ou non. Si l’évènement se produit, la variable aléatoire de Bernoulli

X prend la valeur 1 avec une probabilité p, l’évènement ne se produit alors pas

avec une probabilité 1 − p et la variable aléatoire X prend la valeur 0. Cela est

défini par :

P (x) = px(1− p)1−x, x ∈ {0, 1}

p est le seul paramètre à estimer pour définir une loi Binomiale.

Estimation par Maximum de vraisemblance

Soit un échantillon iid D = {xt}Nt=1 où xt ∈ {0, 1}, pour calculer l’estimateur de

Maximum de vraisemblance p̂, nous définissons la fonction log-vraisemblance

l(p) = log
N∏
t=1

pxt(1− p)1−xt

=
∑
t

xt log p+

(
N −

∑
t

xt

)
log(1− p)

p̂ qui maximise le log-vraisemblance peut être calculé en résolvant dl/dp = 0.

p̂ =

∑
t xt
N

L’estimateur de p est donné par le nombre d’occurrences de l’évènement divisé par

le nombre total d’individus.

Estimation par MAP

La distribution a priori conjuguée pour une loi de Bernoulli est une distribution

Beta de paramètres α et β, notée Beta(α, β).

Soit un échantillon iid D = {xt}Nt=1 où xt ∈ {0, 1}, et une distribution a priori

de type Beta Beta(α, β) définie par

Beta(p;α, β) = γpα−1(1− p)β−1
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avec γ = Γ(α+ β)/Γ(α)Γ(β) est une constante qui ne dépend pas de p.

Pour estimer le Maximum a posteriori de p, il faut maximiser la fonction

f(x|p)Beta(p;α, β) = px(1− p)1−xγpα−1(1− p)β−1

L’estimateur MAP p̂MAP de p est donné par

p̂MAP =

∑
t xt + α− 1

N + α+ β − 1

1.3.4.2 Variable discrète : loi multinomiale

Une variable X discrète qui peut avoir plusieurs valeurs {1, 2, . . . , r} est dite

multinomiale.

L’apprentissage des paramètres de sa fonction de probabilité à partir de don-

nées est similaire au cas des variables de Bernoulli. L’estimateur de MV est donnée

par :

P (X = k) =
Nk

N

où Nk et le nombre d’occurrences de xk dans D.

La loi a priori conjuguée dans ce cas est une distribution de Dirichlet (voir

définition 1) de paramètres {α1, . . . , αr}.

Définition 1 (Distribution de Dirichlet)

Une distribution de Dirichlet d’ordre K ≥ 2, avec les paramètres α1, . . . , αK >

0. Elle est définie par

f(p1, . . . , pK−1;α1, . . . , αK) =
1

B(α)

K∏
i=1

(pαi−1
i )

pour tout p1, . . . , pK−1 > 0 vérifiant p1 + . . . + pK−1 < 1, où pK est une

abréviation pour 1− p1 − . . .− pK−1 et s =
∑
αK .

Avec B(α) est une fonction beta multinomiale.

L’estimateur MAP de la fonction de probabilité de X est donné par :

P (X = k|D) =
Nk + αk − 1∑

k

(Nk + αk − 1)
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1.3.4.3 Variable continue : loi normale

Forme de la loi et paramètres

Soit X une variable aléatoire continue gaussienne qui suit une loi normale de

moyenne µ et de variance σ2, notée par N(µ, σ2) et sa fonction densité est :

f(x) =
1√
2πσ

exp

[
−(x− µ)2

2σ2

]
,−∞ < x <∞

Pour définir une estimation de la loi normale, il y a alors deux paramètres à

estimer : la moyenne µ et la variance σ2.

Estimation par Maximum de vraisemblance

Soit un échantillon iid D = {xt}Nt=1 où xt ∼ N(µ, σ2). Le log de vraisemblance de

cet échantillon gaussien est

l(µ, σ) = −N
2

log(2π)−N log σ −
∑

t(xt − µ)2

2σ2

L’estimateur Maximum de vraisemblance des paramètres de cette loi normale est

donné par

µ̂ =
1

N

N∑
t=1

xt

σ̂2 =
1

N

N∑
t=1

(xt − µ̂)2

La figure 1.2 montre un exemple d’estimation de la densité d’une loi nor-

male à partir d’un ensemble d’échantillons. La figure du haut montre l’ensemble

des points en une dimension et des gaussiennes candidates. La figure du milieu

montre la fonction de vraisemblance L(θ) en fonction de la moyenne. La figure du

bas représente la fonction log-vraisemblance l(θ). Sur cette figure, la valeur θ̂ qui

maximise L(θ) maximise aussi l(θ).

Estimation par MAP

La distribution a priori conjuguée pour une loi normale est la distribution nor-

male. Soit un échantillon iid D = {xt}Nt=1 où xt ∼ N(µ, σ2
v) et une distribution

gaussienne a priori de µ N(0, σ2
m). Pour estimer le Maximum a posteriori de µ
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Figure 1.2. Figure issue de [DHS01] : Le graphe du haut montre plusieurs points d’apprentissage
en une dimension, supposés générés par une loi gaussienne de variance particulière, mais de moyenne
inconnue. Quatre parmi le nombre infini de distributions sources candidates sont représentées en trait
discontinu. La figure du milieu présente la vraisemblance L(θ) comme une fonction de la moyenne.
Si nous disposions d’un nombre infini de points, cette vraisemblance serait très étroite. La valeur qui
maximise la vraisemblance est notée θ̂ ; elle maximise aussi le log-vraisemblance l(θ), représenté dans
la figure du bas.
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supposant que σ est connu, il faut maximiser la fonction

f(µ)f(x|µ) = π(µ)L(µ)

=
1√

2πσm
exp

(
−1

2

(
µ

σm

)2
)

N∏
j=1

1√
2πσv

exp

(
−1

2

(
xj − µ
σv

)2
)

Cela revient à maximiser µ dans l’équation suivante

N∑
j=1

(
xj − µ
σv

)2

+

(
µ

σm

)2

L’estimation MAP de µ est alors donnée par

µ̂MAP =
σ2
m

Nσ2
m + σ2

v

N∑
j=1

xj

1.3.5 Exemples de modèles multivariés usuels

Dans le cas où l’on dispose de plusieurs variables correspondant au problème

traité, ce problème est dit multivarié. Soit X = (X1, . . . , Xn) un vecteur aléatoire.

Si les éléments Xi sont des variables aléatoires univariés avec des fonctions de

distributions PXi(xi), la distribution de X est dite une distribution multivariée.

Si on dispose de n variables, l’ensemble de données D peut s’écrire sous la forme

d’une matrice :

D =


X1

1 X1
2 . . . X1

n

X2
1 X2

2 . . . X2
n

...

XN
1 XN

2 . . . XN
n


où les colonnes correspondent aux n variables et les lignes correspondent aux N

individus.

1.3.5.1 Variables discrètes

Si les Xi sont discrets alors X est un vecteur aléatoire discret et sa fonction de

probabilité est donnée par :

PX(x) = P (X1 = x1, . . . , Xn = xn)
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Pour estimer les paramètres de cette fonction de probabilité de X, nous com-

mençons par considérer un exemple de deux variables binaires ayant chacune une

distribution de Bernoulli, donc chaque variable peut prendre deux valeurs possibles

0 et 1 : ainsi X = {X1, X2}.
Les paramètres de cette distributions s’écrivent comme suit :

θij = P (Xi = xi;Xj = xj)

Pour estimer les paramètres de la distribution de X, il faut estimer trois (22−1)

probabilités θ11, θ21 et θ12. avec θ22 = 1− (θ11 + θ21 + θ12).

L’estimateur MV de ces paramètres θij est donnée par le nombre Nij d’occu-

rence de xij dans la base de données :

θ̂ij =
Nij

N

Ce raisonnement reste valable pour n variables binaires avec 2n−1 paramètres

à estimer. L’estimation de ces paramètres devient alors très coûteuse avec l’aug-

mentation du nombre de paramètres qui est exponentiel en fonction de n. Ce

nombre peut encore augmenter si les variables sont multinomiales.

Dans ce cas, il est intéressant de recourir à des méthodes permettant de réduire

le nombre total de paramètres nécessaire pour définir la distribution cible. Une

solution intuitive est d’essayer d’utiliser des indépendances entre les variables afin

de pouvoir diminuer le nombre total des paramètres à estimer, ce que les modèles

graphiques permettent de faire.

1.3.5.2 Variable continues : loi gaussienne multivariée

Forme de la loi et paramètres

Soit (x1, . . . , xn) une séquence d’échantillons iid de variables aléatoires. Dans le cas

où la distribution de données considérée est une distribution gaussienne (normale)

multivariée notée N(µ,Σ), les paramètres à estimer sont θ = (µ,Σ), où Σ est la

matrice de variance-covariance (définie positive) de f et µ est son vecteur moyenne.

Cette fonction de densité de probabilité s’écrit sous la forme :

fθ(x) = (2π)−n/2 det(Σ)−1/2 exp(−1

2
(x− µ)TΣ−1(x− µ)) (1.6)

avec det(Σ) est le déterminant de Σ, et J = Σ−1 est l’inverse de la matrice de

covariance, appelée matrice d’information.
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Pour définir un estimateur d’une loi gaussienne multivariée, il faut estimer les

deux paramètres : le vecteur moyenne µ et la matrice de variance-covariance Σ.

L’estimation de ces derniers nécessite le calcul de plusieurs paramètres, certaines

hypothèses peuvent être considérées pour diminuer ce nombre de paramètres et

ensuite simplifier les calculs. Parmi ces hypothèses, il est possible de considérer

que la matrice de variance-covariance est diagonale ou sphérique.

Estimation par Maximum de vraisemblance

Supposons en premier temps que seul le vecteur moyenne µ est inconnu. Dans ce

cas, la vraisemblance de la fonction f est donnée par la formule suivante :

L(µ,Σ) =
n∏
i=1

(2π)−n/2 det(Σ)−1/2 exp(−1

2
(xi − µ)TΣ−1(xi − µ)) (1.7)

Et la fonction log de vraisemblance de f est

log(f(xk|µ)) = −1

2
log [(2π)n |Σ|]− 1

2
(xk − µ)t Σ−1(xk − µ)

L’estimation par maximum de vraisemblance de µ est donnée par la moyenne des

échantillons :

µ̂ =
1

n

n∑
i=1

xi

Supposons maintenant que les deux paramètres µ et Σ sont inconnus.

L’estimation par maximum de vraisemblance de µ est donnée par la moyenne

des échantillons :

µ̂ =
1

n

n∑
i=1

xi

La valeur de Σ qui maximise le log de vraisemblance de f est alors donnée

par :

Σ̂ =
1

n

n∑
i=1

(xi − µ̂)(xi − µ̂)T (1.8)

Dans la figure 1.3, (a) représente une distribution gaussienne de deux dimen-

sions dont la moyenne est [1; 2] et la matrice de variance-covariance est [4 1; 1 2], et

un ensemble de 50 points générés selon cette distribution. (b) représente (en rouge)

l’estimation maximum de vraisemblance correspondante de moyenne [1.08; 2.09] et

de matrice de variance-covariance [3.73 0.537; 0.537 1.01], la moyenne de cette es-
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(a) (b)

Figure 1.3. (a) une distribution gaussienne de dimension 2 et un ensemble de points générés par cette
distribution, le point gris au milieu représente la moyenne de cette gaussienne. (b) l’estimation par
maximum de vraisemblance à partir des donnée, cette estimation est une distribution gaussienne de
dimension 2 dessinée en rouge, le point rouge au milieu est la moyenne de cette gaussienne.

timation est marquée en rouge.

Estimation par MAP

La distribution a priori conjuguée pour une loi gaussienne multivariée dont la

moyenne et la variances sont inconnues est une distribution de Wishart normale.

La fonction a priori est alors donnée par

P (µ,Σ) = P (µ)P (Σ|µ) = N(µ, τ−1Id)×W (Σ|µ; Λ, α)

avec W (Σ|µ; Λ, α) ∝ |Σ|(α−d)/2 exp(−1
2 tr(ΛΣ))

Les estimateurs MAP µ̂MAP et Σ̂MAP sont données par [Mur03] :

µ̂MAP =
τ +

∑n
i=1 /n

τ + 1

1.4 Les approches non-paramétriques

Dans le cas des méthodes paramétriques, on suppose que l’expression littérale

de f(x|D) est connue. Cette hypothèse forte, si erronée, peut conduire à de très

mauvais résultats. Dans le cas des méthodes non paramétriques, les lois ne sont

pas définies de manière claire, mais il existe parfois des paramètres à régler.
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1.4.1 Principe général

Les méthodes non paramétriques prennent en compte les échantillons et leur

répartition spatiale dans l’espace des paramètres afin de produire une estimation

de f(x|D) plus proche de la réalité. Elles estiment la densité de probabilité di-

rectement à partir des données sans se donner aucune hypothèse a priori sur la

distribution des données. Il s’agit alors de calculer la probabilité en chaque point

directement à partir des observations sans chercher à construire une fonction de

distribution définie sur tout le domaine.

Nous présenterons dans la suite les méthodes non-paramétriques d’estimation

de densité les plus connues. Nous nous inspirons dans cela du livre [Sil86]. Étant

donné que toutes les méthodes multivariées sont des généralisations des méthodes

univariées, nous présentons les différentes méthodes dans le cas univarié en mon-

trant ensuite comment cette généralisation peut se faire.

1.4.2 Les histogrammes

Les histogrammes représentent la méthode d’estimation de densité la plus an-

cienne et la plus couramment utilisée.

Dans le cas discret, cette méthode revient à compter le nombre d’observations

de l’échantillon qui sont égales à x. f̂ est donnée par la formule suivante :

f̂(x) =
1

n

i∑
n

I(xi = x)

où I(·) est la fonction indicatrice : elle vaut 1 lorsque son argument est vrai.

Dans la cas continu, on ne peut plus compter le nombre d’échantillons égal à

x. Considérons une origine x0 et un paramètre positif h. Considérons une bôıte

centrée en x0, et de largeur h. Le nombre d’échantillons égal à x est alors donné

par le nombre d’observations tombant dans cette boite. f̂ est alors donnée par la

formule suivante :

f̂(x) =
1

nh
I(−1

2
≤ xi − x

h
≤ 1

2
)

Le choix de xi et de h doit dépendre des échantillons. Le paramètre h contrôle

le niveau de lissage de l’estimation et doit être recherché avec soin. Dans ce cas

d’estimation, f̂ a une allure de constante par morceaux. Les histogrammes sont

des estimateurs très faciles à utiliser mais peu réguliers. Les histogrammes peuvent

êtres généralisés en variant le paramètre h.
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Figure 8.1: Histograms for various bin lengths. ‘×’

denote data points. From: E. Alpaydın. 2004.

Introduction to Machine Learning. c©The MIT Press.
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Figure 1.4. Histogrammes pour différentes valeurs de la largeur h.
Tiré de [Alp04].

1.4.3 L’estimateur näıf

L’estimateur näıf est initialement introduit par Fix et Hodges(1951) dans un

rapport technique qui n’a jamais été publié par ses auteurs. [Ros56] est le premier

article publié qui a évoqué cet estimateur näıf.

A partir de la définition d’une densité de probabilité, si la variable aléatoire X

possède une densité f , alors

f(x) = limh−>0

1

2h
P (x− h < X < x+ h). (1.9)

Pour n’importe quelle valeur de h, nous pouvons estimer P (x−h < X < x+h) par

la proportion d’échantillons dans l’intervalle (x − h, x + h). Ainsi, un estimateur

naturel f̂ de la densité est donné par le choix d’un petit nombre h. Cet estimateur

est alors appelé l’estimateur näıf et est donné par l’équation suivante

f̂(x) =
1

n

n∑
i=1

1

h
w

(
x−Xi

h

)
.
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Figure 8.2: Naive estimate for various bin lengths.

From: E. Alpaydın. 2004. Introduction to Machine

Learning. c©The MIT Press.
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Figure 1.5. Estimateur näıf pour différentes valeurs de la largeur h.
Tiré de [Alp04].

Avec w, est une fonction de poids donnée par :

w(x) =

{
1
2 si |x| < 1

0 sinon.

L’estimateur näıf peut être vu comme un histogramme où chaque point est le

centre d’un intervalle d’échantillonnage. Ainsi cela revient à construire un histo-

gramme à partir d’un choix particulier de la position des bôıtes. Le choix de la

largeur de chaque bôıte reste géré par le paramètre h qui contrôle la qualité de

lissage des données pour produire l’estimation.

L’estimateur näıf n’est pas satisfaisant de point de vue présentation. Il ressort

à partir de la définition que f̂ n’est pas une fonction continue, mais présente des

sauts aux points Xi±h et une dérivée nulle ailleurs. De plus, le choix de la largeur

h affecte significativement l’estimateur : Si la valeur de h est faible, l’estimation

présentera de nombreux pics et si la valeur de h est grande, estimation sera plus

douce mais moins précise.
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Figure 1.6. Estimation par noyau pour différentes valeurs de la largeur h.
Tiré de [Alp04].

1.4.4 La méthode à noyau

Il est facile de généraliser l’estimateur näıf pour résoudre certaines difficultés

mentionnées dans la section précédente. Il s’agit de remplacer la fonction de poids

w par une fonction noyau (Kernel function en anglais) K qui satisfait la condition∫ ∞
−∞

K(x)dx = 1

Le plus souvent, K est choisie comme étant une fonction de densité de probabilité

unimodale symétrique, par exemple une fonction gaussienne standard (espérance

nulle et variance unitaire).

Par analogie avec la définition de l’estimateur näıf, l’estimation par noyau K

[Ros56] est définie par

f̂(x) =
1

nh

n∑
i=1

K

(
x−Xi

h

)
. (1.10)

où h est la largeur de la fenêtre, appelé aussi paramètre de lissage.

L’estimation par la méthode du noyau est continue. En effet, la bôıte centrée
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en x et de largeur h (dans la méthode d’estimateur näıf) est remplacée par une

courbe en cloche centrée en x. Plus une observation est proche du point de sup-

port x plus la courbe en cloche lui donnera une valeur numérique importante. A

l’inverse, les observations trop éloignées de x se voient affecter une valeur numé-

rique négligeable. L’estimateur est formé par la somme (ou plutôt la moyenne) des

courbes en cloche.

1.4.5 La méthode des k plus proches voisins

La classe des estimateurs par les plus proches voisins (notée k-ppv), initialement

introduite par [LQ65], représente une tentative d’adapter le degré de lissage de la

densité ’locale’ des données. Le degré de lissage est contrôlé par un entier k, choisi

pour être considérablement plus petit que la taille de l’échantillon ; typiquement

k ≈ n1/2. On définit la distance d(x, y) entre deux points, usuellement elle vaut

|x− y|, et pour tout t on définit

d1(t) ≤ d2(t) ≤ . . . ≤ dn(t)

les distances, rangées dans un ordre croissant, du point t aux autres points de

l’échantillon.

La kème estimation de densité par la méthode du plus proche voisin est ainsi

définie par :

f̂(t) =
k

2ndk(t)
(1.11)

Du moment où l’estimateur näıf est basé sue le nombre d’observations tombant

dans la boite centrée au point d’intérêt et de largeur fixe, l’estimateur à base des

plus proches voisins est inversement proportionnel à la taille de la boite utilisée

pour contenir un certain nombre d’observations. Comme dans le cas de l’estima-

teur näıf, l’estimation par les plus proches voisins comme définie par l’équation

1.12 n’est pas une courbe lisse. La fonction dk(t) peut facilement être vue comme

continue, mais sa dérivée sera discontinue. Contrairement à la méthode d’estima-

tion par noyau, l’estimation par k-ppv ne sera pas une distribution de probabilité.

Il est possible de généraliser la méthode k-ppv pour produire une estimation

en relation avec la méthode des noyaux. La méthode k-ppv généralisée est définie
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Figure 1.7. Estimation par k-ppv pour différentes valeurs de k.
Tiré de [Alp04].

par

f̂(t) =
1

ndk(t)

n∑
i=1

K

(
t−Xi

dk(t)

)
(1.12)

où K(x) est une fonction noyau dont l’intégrale vaut 1, comme dans la section

1.4.4.

1.4.6 La méthode à noyau variable (the variable kernel method)

Cette méthode est introduite par [BMP77]. Elle est en relation avec la méthode

des k-ppv et représente une autre méthode qui adapte la quantité de lissage de

la densité locale des données. L’estimation est construite d’une manière similaire

à celle de l’estimation classique par noyau, mais le paramètre de lissage s’adapte

localement au point d’estimation et aux données. Soit K une fonction noyau et k

un entier positif. Nous définissons la distance dj,k du point Xj au kme plus proche

point dans l’ensemble des autres n− 1 points. L’estimateur à noyau variable dont
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le paramètre de lissage est h est défini par

f̂(t) =
1

n

n∑
j=1

1

hdj,k
K

(
t−Xi

hdj,k

)
(1.13)

La largeur de la fenêtre du noyau placé au point Xj est proportionnelle à dj,k. Alors

dans les régions où les données sont denses, il y aura plusieurs noyaux associés

ensemble. Pour chaque valeur de k fixée, le degré de lissage global dépendra du

paramètre h.

Dans l’équation 1.12, la largeur de la fenêtre utilisée pour construire l’estima-

tion au point t dépend des distances du point t aux autres points ; par contre dans

l’équation 1.13 les largeurs de la fenêtre sont indépendantes du point t dans lequel

la densité est en train d’être estimée et dépend uniquement des distances entre les

données.

[Sil86] détaille davantage le principe de cette méthode ainsi que comment au-

tomatiser le choix du paramètre de lissage.

1.4.7 Généralisation pour le cas multivarié

Dans le cas de données multivariées, les méthodes paramétriques multivariées

sont obtenus par généralisation de ces méthodes dans le cas univarié. Par exemple,

soit X = {xt}nt=1 un ensemble de données de dimension d. L’estimation par noyau

multivarié est

f̂(x) =
1

nhd

n∑
t=1

K

(
x− xt
h

)
. (1.14)

avec ∫
<d

K(x)dx = 1

Le candidat évident est le noyau gaussien multivarié défini par :

K(u) =

(
1√
2π

)d
exp

[
−‖u‖

2

2

]
(1.15)

1.5 Problèmes des espaces de grande dimension

Nous nous intéressons dans ce travail au cadre où le problème traité est de

grande dimension, autrement dit, le nombre n de variables considérés est très

grand. Dans ce cadre, les données disponibles sont le plus souvent de taille très
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petite en comparaison avec la dimension n du domaine. Ce cas est le plus fré-

quent en réalité. Ce problème de grande dimension a été observé dans différents

domaines :

Imagerie : Une base de données d’images peut être vue comme une matrice

de taille N × n, où N est le nombre d’images et n est le nombre de variables du

domaine. Si une image est de taille p × p alors n = p2. Certains travaux [CB06]

ont étés amené à traiter des masses de données de taille 10 To d’images multi-

angulaires en dimension 1000. Actuellement, de nouveaux capteurs sont capables

de prendre des images de plus grande qualité. Ils n’utilisent plus uniquement trois

couleurs pour représenter un pixel, mais plutôt tout le spectre avec plusieurs mil-

liers de bandes fréquentielles. Une image n’est plus alors une matrice de p × p

pixels, mais cela est multiplié par S le nombre de bandes spectrales pour chaque

pixel. Ce qui fait exploser le nombre de variables à traiter.

Bioinformatique Dans le domaine de la bio-informatique, les données repré-

sentent généralement les différents gènes d’un chromosome. L’objectif dans ce

cadre est d’apprendre quels sont les gènes mis en cause dans les maladies gé-

nétiques complexes. La chute des coûts de génotypage permet désormais la gé-

nération de centaines de milliers de marqueurs génétiques couvrant entièrement

le génome, d’ou un grand nombre de variables. La taille des données disponibles

pour ce type de problèmes est généralement trop faible devant la dimension. Par

exemple, [MSL10] a été amené à traiter des données de taille 2000 échantillons

pour une dimension de 105 variables, [EdAL10] a traité des données de taille 8

échantillons pour 7313 variables.

Dans le monde classique, les outils qui traitent ce genre de problèmes de grande

dimension supposent qu’il faut traiter le problème en recherchant les variables

les plus intéressantes et les mesurer en priorité, en utilisant par exemple de la

connaissance scientifique. Cela n’est pas applicable dans la réalité. En effet, la

théorie de ces méthodologies est basée sur l’hypothèse n < N , etN →∞. Plusieurs

résultats ont utilisé des outils de l’algèbre linéaire et la théorie des groupes pour

développer des distributions exactes pour des observations. Touts ces résultats

échouent si n > N . Le pire est que ces outils supposent une situation asymptotique

où N →∞ et n est fixé, ce qui contredit la réalité où il y a tendance à avoir n qui

tend vers l’infini et N reste fixe et très faible.
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Le cas n > N n’est pas anormal, mais il s’agit du cas générique dans la réalité.

Dans plusieurs types d’évènements, on peut avoir un grand nombre de quantités

mesurables (variables) qui quantifient l’évènement, et un nombre relativement très

limité d’instances de cet évènement. Par exemple, il est possible de disposer d’un

grand nombre de gènes mais le nombre de malades portant une maladie génétique

précise peut être relativement faible.

Le terme de « fléau de la dimension » (ou en anglais curse of dimensionality)

est utilisé par [Bel57] pour décrire les problèmes causés par l’augmentation de la

dimension de l’espace. Bellman a utilisé ce terme « fléau de la dimension » pour

parler de la difficulté d’optimiser une fonction par une recherche exhaustive de

l’optimum dans un espace discrétisé a travers un exemple : il faudra effectuer 1020

évaluations de la fonction pour rechercher l’optimum dans un cube gradué par une

grille de pas 1/10 et de dimension 20. Silverman [Sil86] a également observé ce

phénomène dans le cadre de l’approximation d’une distribution gaussienne quel-

conque avec des noyaux gaussiens fixés. Ses résultats montrent que le nombre N

d’observations nécessaires à cette tâche avec une erreur maximale de 10% crôıt ex-

ponentiellement avec la dimension et peut être approché par la relation suivante :

log10N(n) ≈ 0.6(n− 0.25)

Le phénomène de ”l’espace vide” (dit aussi espace creux ) est un autre problème

dans les espaces de grandes dimensions. Scott et Thompson [ST83] ont montré

l’exemple du ”volume de la boule” qu’un espace de dimension n est presque vide

puisque la très grande majorité des points se situe aux alentours d’un espace de

dimension n − 1. Certains auteurs utilisent le phénomène de l’espace creux pour

définir la limite entre les espaces de petite dimension et ceux de grande dimension.

Certains travaux ont considéré que les espaces dont la dimension est plus grande

que 5 sont des espaces de grande dimension. Plus simplement, certains pensent

que si la dimension d’un espace est plus grande que 3, alors c’est un espace de

grande dimension puisque l’humain ne peut pas naturellement se le représenter,

alors que dire lorsque n = 105 ?.

Le phénomène de l’espace vide est de plus en plus important lorsque la di-

mension du problème augmente. En effet, dans les problèmes réels, les bases de

données peuvent ne pas être suffisamment grandes et riches pour contenir toutes

les configurations possibles des variables. L’absence de ces configurations (modélisé

par des espaces vides) entrâınera, dans le cas des estimateur MV, une probabi-
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lité correspondante nulle comme si ces configurations étaient impossibles, ce qui

n’est pas toujours vrai. Cela entrâıne une mauvaise estimation des paramètres du

problème à partir des données disponibles d’ou un résultat loin de la réalité. Le

modèle estimé ne reflète pas le modèle réel ayant généré les observations et l’erreur

engendrée par cette estimation est importante vue que le nombre d’échantillons

disponible n’est pas suffisant pour une meilleure estimation. Par exemple, dans

le domaine de la classification, les méthodes génératives, dont le but est de mo-

déliser la densité de chacune des classes, souffrent de la mauvaise estimation des

matrices de covariance a partir de données relativement de quantité très faible en

comparaison avec la dimension du problème. En effet, l’estimation des matrices de

covariances correspond à l’estimation d’un nombre de paramètres qui crôıt avec

le carré de la dimension. Si le nombre d’observations est trop petit devant la di-

mension de l’espace, alors les estimations de ces matrices seront singulières et leur

inversion sera impossible. Ce mauvais conditionnement des matrices de covariance

entrâınera lors de leur inversion un important biais sur le calcul de la règle de

décision et ensuite une importante erreur de prédiction.

Les méthode d’estimation non paramétrique de la densité souffrent aussi de ce

même problème de l’espace vide. En effet, par exemple, si X est de dimension 8, et

nous utilisons un estimateur de type histogramme avec 10 boites par dimension,

le nombre total de boites est alors 108. Si les données disponibles sont de faible

taille, alors la majorité des boites seront vides et ainsi l’estimation par MV de la

probabilité correspondante sera nulle. Dans les espaces de grande dimension, la

notion de ”proximité” devient floue, il faut alors faire attention en choisissant le

paramètre h (largeur de la boite).

De plus, l’augmentation du nombre de variables du problème entrâıne une

augmentation des paramètres nécessaires pour représenter le modèle global, et

par conséquent, elle entrâıne le phénomène du «sur-apprentissage» (connu sous

le nom overfitting) . En effet, sans précaution particulière, un modèle complexe

qui dépend d’un grand nombre de paramètres va parfaitement ”́epouser” la forme

des données d’apprentissage et du coup devenir très dépendant de ces données. Il

aura sur-appris la forme de ces données. Dans le cas où les données d’apprentis-

sage ne seraient pas représentatives du processus qui les a générées (très peu de

données par exemple), le modèle estimé ne pourra pas être efficace pour traiter

de nouvelles données, différentes des données d’apprentissage. Si le modèle estimé

est trop simple, il ne pourra ni être efficace sur les données d’apprentissage ni sur

les données de test. On parle dans ce cas de «sous-apprentissage». Il est donc
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important de trouver le bon degré de complexité pour le modèle qui représentera

les données.

D’autre part, le problème du « fléau de la dimension » engendre de nom-

breux problèmes pratiques lors de la manipulation des grandes dimensions. Citons

essentiellement les difficultés en terme de ressources nécessaires pour pouvoir ef-

fectuer la recherche de l’optimum d’une fonction. Certaines méthodes numériques,

dont la complexité est élevée en fonction de la dimension du problème, néces-

sitent un temps de calcul beaucoup plus important lorsque le nombre de variables

de la fonction augmente. L’algorithme EM appliqué aux mélanges de gaussiennes

souffre aussi d’une lenteur de sa convergence lorsque la dimension du problème est

importante. D’autres ressources telles que les ressources en mémoire dépendent

directement du nombre de variables.

De manière générale, plusieurs méthodologies ont été appliqués pour l’ana-

lyse et le traitement des données de grande dimension. Ces méthodes sont basées

généralement sur la réduction dimensionnelle des données de façon globale, la ré-

gularisation des estimations des matrices de covariance ou l’utilisation d’un modèle

qui soit parcimonieux [CB06] comme les modèles graphiques probabilistes étudiés

en chapitre 2.

En ce qui concerne le problème des données qui sont de taille très faible devant

la dimension du domaine, des techniques ont été utilisées pour améliorer la qualité

de l’estimation dans de tels contextes, citons le Boosting et le Bagging qui seront

présentés dans le chapitre 3.

1.6 Conclusion

Nous avons introduit dans ce chapitre la notion de l’estimation de densité à

partir de données d’observation. Nous avons commencé par présenter le principe

général de l’estimation de densité, ensuite nous avons présenté dans la section

1.3 les différentes méthodes paramétriques ainsi que quelques exemples dans le

cadre univarié et multivarié. La section 1.4 a servi à présenter les approches non-

paramétriques d’estimation de densité. Dans la dernière section 1.5, nous avons

discuté les problèmes liés aux espaces de grande dimension auxquels nous sommes

de plus en plus confrontés.

Le grand nombre de paramètres à estimer que nécessitent les lois classiques

est à l’origine de tous ces problèmes. De plus, le nombre de données disponibles

qui est généralement faible devant la dimension de l’espace entrâıne une mauvaise
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estimation de ces paramètres. Il est alors judicieux d’essayer de réduire le nombre

de paramètres nécessaires pour définir une densité de probabilité en factorisant sa

loi jointe et en utilisant les dépendances et les indépendances entre les variables,

ceque les modèles graphiques permettent de faire.







Chapitre 2

Les modèles graphiques

probabilistes

2.1 Introduction

Les modèles graphiques probabilistes (MGP) sont le mariage entre la théorie

des probabilités et la théorie des graphes. Ils fournissent un outil pour la gestion

simultanée de deux problèmes ”l’incertain” et la ”complexité”. Les modèles gra-

phiques bénéficient non seulement des avantages des modèles probabilistes, mais,

de plus, ils présentent des avantages supplémentaires liés à leur représentation

graphique. En effet, le coté graphique de ces modèles fournit à la fois une interface

intuitive par laquelle on peut modéliser un grand nombre de variables aléatoires en

représentant les indépendances conditionnelles entre elles ainsi qu’une structure

de données qui se prête naturellement à la conception d’algorithmes généraux et

efficaces. Le coté probabiliste des modèles graphiques permet de factoriser une dis-

tribution de la loi jointe qui relie les variables. Le coté graphique permet en plus

de visualiser l’architecture du modèle complexe représentant le problème ainsi

que les relations entre les différentes parties du modèle (variables et ensemble de

variables).

Selon la nature de la structure du graphe, les MGP se divisent en trois classes :

les DAG (où les arcs du graphe sont orientés), les Champs de Markov (où les arcs

sont non orientés) et les Chains Graphs (où certains arcs sont orientés et d’autres

sont non orientés).

Ce chapitre est consacré à l’étude des MGP de différents points de vues. Nous

commençons dans la section 2.2 par introduire le principe général de ces modèles
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graphiques en mettant l’accent principalement sur la factorisation de la loi jointe

ainsi que les avantages de ces modèles par rapport à d’autres méthodes. Nous

étudions aussi dans cette même partie les méthodes d’inférence en général et l’ap-

prentissage des paramètres à partir de données d’observation.

Nous détaillons ensuite la notion d’apprentissage de structure et des paramètres

et les méthodes de simulation de données dans chacune des classes des MGP. Nous

nous intéresserons plus particulièrement aux modèles graphiques dirigés (DAG) où

les variables sont discrètes (les Réseaux Bayésiens) (Section 2.5.2).

Nous étudierons ensuite dans la section 2.8 le cas particulier des MGP dont la

structure du graphe est simple. Ce type de graphes (les arbres) sera notre outil

pour les chapitres suivants.

2.2 Principes généraux

2.2.1 Définition

Un modèle graphique de dépendances est une représentation composée d’une

paire d’ensembles G = (V,E), où V est un ensemble fini de noeuds (vertices) et

l’ensemble E des arcs (edges) est un sous ensemble de V × V de paires ordonnées

de noeuds distincts. Un graphe est alors une structure simple ne contenant ni

des arcs multiples ni des cycles. Un tel modèle graphique est alors un modèle de

dépendances défini par la définition 2.

Définition 2 (Graphe de dépendances)

Un graphe de dépendance G = (V,E), orienté ou non, est composé d’un

ensemble de noeuds V , représentant des variables aléatoires et un ensemble

d’arêtes E tel que l’absence d’une arête entre les noeuds u et v représente

une relation d’indépendance conditionnelle (définition 3) entre les variables

aléatoires associées à ces deux noeuds.

Définition 3 (Indépendance conditionnelle)

SoitA,B et C trois ensembles de variables aléatoires.A etB sont indépendants

conditionnellement à C si et seulement si :

P (A,B|C) = P (A|C)P (B|C)

et on note A⊥B|C.
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graphe dirigé graphe non dirigé

Représentation
graphique

S

FG

CM

A

BD

C

Indépendances (F⊥H|S) (A⊥C|B,D)
(C⊥S|F,H) (B⊥D|A,C)
(M⊥H,C|F )

(M⊥C|F )

Factorisation P (S, F,H,C,M) = P (S)P (F |S) P (A,B,C,D) = 1
Zφ1(A,B)

P (H|S)P (C|F,H)P (M |F ) φ2(B,C)φ3(C,D)φ4(A,D)

(a) (b)

Figure 2.1. Indépendances conditionnelles et factorisation de la loi jointe par des modèles graphiques
probabilistes : haut - la représentation graphique ; milieu - les indépendances induites par la structure
du graphe ; bas - la factorisation induite par la structure du graphe. (a) un exemple de DAG. (b) un
exemple de champ de Markov.

D’après cette définition des MGP, il parait bien le lien que fait ce type de

modèles entre les deux formalismes : la théorie des probabilités (indépendances

conditionnelles) et la théorie des graphes.

Un graphe ne contenant que des arcs dirigés est appelé graphe dirigé, et si tous

les arcs sont non dirigés alors le graphe est dit non dirigé. Il peut exister aussi un

graphe qui contient à la fois des arcs dirigés et d’autres non dirigés, dans ce cas le

graphe est dit mixte ou semi-dirigé.

Les modèles graphiques probabilistes se divisent alors en plusieurs classes. Les

classes les plus connues sont (1) les DAG où le graphe est dirigé, (2) les champs

de Markov où le graphe est non dirigé, et (3) les Graphes mixtes ou Chains graphs

où le graphe contient des arcs dirigés et d’autres non dirigés.



52 Les modèles graphiques probabilistes

2.2.2 Comment un modèle graphique peut représenter une dis-

tribution de loi jointe d’une façon compacte ?

Les modèles graphiques probabilistes représentent graphiquement les indépen-

dances. L’ensemble V de noeuds est en bijection avec un ensemble X de variables

aléatoires. Un noeud représente une variable. La topologie de ce graphe est utili-

sée pour représenter les dépendances entre les variables. Ainsi, un arc entre deux

noeuds indique une relation de dépendance entre les deux variables associées et

l’absence d’un arc indique une relation d’indépendance. Un modèle graphique pro-

babiliste est capable de représenter des indépendances conditionnelles au sein d’un

groupe de variables (voir définition 3) grâce à la notion de séparation, ceci se tra-

duit par les propriétés de Markov au sein du graphe lui même (pour plus de détails

sur les propriétés de Markov pour les modèles graphiques, voir l’annexe B inspirée

de [BK02] et [NWL+04]).

De façon générale, grâce aux indépendances entre les variables que les mo-

dèles graphiques probabilistes sont capables de représenter, ces derniers permettent

d’écrire la fonction densité f de probabilité jointe comme le produit de fonctions

élémentaires fi définies chacune sur un sous ensemble de variables (Equation 2.1).

La figure 2.1 montre un exemple de factorisation de la probabilité jointe en fonc-

tions élémentaires dépendant de sous ensembles de variables pour un exemple de

DAG et un autre pour un graphe non dirigé.

f(X1, . . . , Xn) =
∏
i

fi(X1, . . . , Xn) (2.1)

Les modèles graphiques probabilistes fournissent alors une représentation com-

pacte de la distribution de probabilité jointe. En effet, si nous avons n va-

riables aléatoires binaires, une représentation complète de la distribution jointe

P (X1, . . . , Xn) nécessite O(2n) paramètres, tandis qu’un modèle graphique peut

utiliser un nombre exponentiellement moins, cela dépend de la complexité de sa

structure (les dépendances qu’il représente). Alors, si le problème à traiter est de

grande dimension (n très grand), la factorisation de la loi jointe par le moyen

des modèles graphiques s’avère un bon moyen pour réduire la complexité du pro-

blème. Les distributions de probabilités jointes sont définies en faisant le produit

de fonctions définies sur seulement les sous-ensembles de noeuds connectés.

Nous détaillerons dans la suite l’équation 2.1 dans chacun des cas des modèles

graphiques dirigés, non dirigés et partiellement dirigés en donnant la forme exacte

des fonctions élémentaires fi.
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Dans la figure 2.1 issue de [KF09], la figure 2.1(a) représente un graphe dirigé

formé par des noeuds (représentant les variables aléatoires) et des arcs orientés (re-

présentant les relations entre les variables) ainsi que les indépendances condition-

nelles qu’il représente et la factorisation compacte de la distribution qu’il encode.

De même, la figure 2.1(b) est relative à un graphe non dirigé. Les deux représenta-

tions fournissent la dualité des indépendances et factorisation, mais elles diffèrent

dans l’ensemble des indépendances qu’elles peuvent encoder et de la factorisation

de la distribution qu’elles induisent.

2.3 Inférence dans les modèles graphiques probabi-

listes

En général, le problème de l’inférence est de répondre à une requête de la forme

Q = ”quelle est la probabilité de la variable v dont la valeur est xv sachant que les

valeurs des variables dans le sous ensemble Xv ⊆ X sont connues ?”. Les variables

dans Xv et leurs valeurs observées sont considérés comme evidence et notée par

ε. Alors, l’inférence consiste à calculer la probabilité P (x = xv|ε) dans le modèle

donné.

Grâce aux indépendances conditionnelles associées à la factorisation de la dis-

tribution jointe, on peut souvent effectuer l’inférence dans ces modèles même com-

plexes, plus facilement qu’en utiliser directement la loi jointe.

[Coo90] a montré que le problème de calcul des probabilités a posteriori est NP-

difficile. L’inférence dans les modèles graphiques en général est alors un problème

NP-difficile, mais peut être effectuée efficacement par le moyen des algorithmes

d’inférence exacte lorsque le modèle est simple. La complexité de ces algorithmes

dépend alors de la structure du graphe. Lorsque la dimension du graphe augmente,

l’inférence peut être difficile et nécessitera un long temps de calcul. Dans ce cas on

a recours à des méthodes approximatives qui se divisent principalement en deux

catégories [MSA+06] : La première catégorie groupe les techniques basées sur

l’échantillonnage de type Monte Carlo [Hen86, GRS96], tandis que la deuxième

catégorie concerne les méthodes variationnelles [JGJS98].

2.3.1 Élimination de variables

Un premier algorithme d’inférence exacte appelé élimination de variables a

été initialement proposé par [ZP94]. Son principe consiste en la suppression des
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variables une à une par marginalisation. Il a été généralisé dans [Dec98] pour

donner naissance à la méthode dite bucket elimination. Un ordre des variables doit

être donné en entrée et sera alors l’ordre d’élimination des variables. La quantité

de calculs nécessaire dépend de cet ordre de suppression des variables puisqu’il

influe sur la taille des facteurs futurs : différents ordres d’élimination produisent

différents facteurs.

Trouver le meilleur ordre est équivalent au problème de trouver l’arbre de plus

petite largeur dans le réseau [Dec98], ce qui est un problème NP-difficile [AP89].

Cet algorithme d’élimination de variables prend en entrée un ensemble de fac-

teurs, alors il ne dépend pas de la nature (dirigé, non dirigé ou semi-dirigé) du

graphe qui a généré les facteurs [KF09].

2.3.2 Messages locaux

Dans [Pea85], Pearl a introduit un algorithme d’inférence exacte pour les struc-

tures simples appelées polyarbres (singly connected tree). Un polyarbre est un

graphe dont la structure non dirigée ne présente pas de cycles. Dans un tel ré-

seau, il existe toujours un seul chemin (non dirigé) entre n’importe quelles deux

variables u et v. L’algorithme de Pearl, connu aussi sous le nom de Message Pas-

sing, procède par des calculs locaux, en chaque noeud du graphe. De proche en

proche, chaque noeud communique à ses voisins les informations qu’il a collectées

(les probabilités conditionnelles connues), jusqu’à ce que tout noeud puisse mettre

à jour sa probabilité marginale et qu’un équilibre soit atteint, en un nombre fini

d’étapes. La complexité en mémoire de cette méthode est polynomiale mais ne

s’applique que sur les MGP simples.

Deux approches principales ont été proposées pour généraliser cet algorithme

de Messages locaux pour les réseaux quelconques (présence de cycles). Ces deux

approches sont le Cutset conditionning et l’arbre de jonction.

2.3.3 Loop Cutset conditionning

La méthode du Loop Cutset conditionning [Pea91] consiste à instancier un

certain nombre de variables appelé loop cutset, de manière à ce que le graphe

restant forme un arbre. Ensuite, on procède à une propagation par messages sur

cet arbre. Puis une nouvelle instanciation est choisie, et on réitère ce processus

jusqu’à ce que toutes les instanciations possibles aient été utilisées. Les résultats
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sont moyennés en les pondérant par leur probabilité a priori. La complexité de

cet algorithme augmente exponentiellement en fonction de la taille du loop cutset.

Il est alors important de minimiser la taille du loop cutset, qui est un problème

NP-difficile.

2.3.4 Arbre de jonction

Cette méthode est introduite par [LS88] et [JLO90], Elle s’appelle aussi la

méthode JLO pour les noms de ses auteurs (Jensen, Lauritzen et Olesen). Elle est

utilisable dans le cas des modèles graphiques quelconques.

Cet algorithme est une généralisation de l’algorithme Message locaux pour un

graphe quelconque. Il consiste à transformer le graphe en un hyper-arbre dont

chaque noeud est une clique. L’arbre de cliques ainsi construit est appelé arbre de

jonction. Les cliques constituant les noeuds de l’arbre ne sont pas celles du graphe

original, mais celles d’un graphe augmenté obtenu après les étapes suivantes :

- Moralisation du graphe : Cette étape consiste à marier deux à deux

les parents de chaque variable en les reliant par un arc supplémentaire non

dirigé. Ensuite, le graphe résultant est complètement transformé en graphe

non dirigé en enlevant les directions de chaque arc. On obtient ainsi un

graphe non dirigé dit moralisé.

- Triangulation du graphe moral : Cette étape consiste à ajouter des arcs

entres les variables jusqu’a obtention d’un graphe triangulé. L’algorithme

de triangulation opère de la manière suivante. Un graphe est triangulé si

et seulement si l’ensemble de ses noeuds peuvent être éliminés. Un noeud

peut être éliminé si tous ses voisins sont connectés deux à deux. Donc un

noeud peut être éliminé s’il appartient à une clique dans le graphe. Une telle

clique forme un noeud pour le futur arbre de jonction qui est en train d’être

construit. Il est à noter qu’un graphe triangulé pour un graphe moral n’est

pas unique. Cela dépend de l’ordre des connexions ajoutées au graphe moral.

- Construction de l’arbre de jonction : Un arbre de jonction est une

structure arborescente ayant l’ensemble des cliques d’un graphe triangulé

comme ensemble de noeuds. Il est possible de construire l’arbre de jonction

au moment de la triangulation. Les variables de l’arbre de jonction sont des

groupes de variables du graphe d’origine.Tout comme le graphe triangulé

n’est pas unique, l’arbre de jonction ne l’est pas non plus.

La loi jointe de cet arbre de jonction peut être écrite comme un produit de
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facteurs sur les cliques, appelés potentiels de cliques.

Une fois l’arbre de Jonction construit, il suffit de faire l’inférence dans cet

arbre en utilisant l’algorithme du Message locaux et en respectant son protocole :

une clique ne peut envoyer de message à son voisin que si elle a reçu tout les

message des autres voisins. Enfin, il faut transformer les potentiels de cliques en

lois conditionnelles mises à jour.

La complexité de cette méthode est exponentielle en fonction de la taille de

la plus grande clique de l’arbre de jonction [LS88]. Cet algorithme d’arbre de

Jonction n’est alors plus pratique dès que la largeur de l’arbre devient importante.

2.4 Apprentissage des paramètres des modèles gra-

phiques probabilistes

Nous avons vu que les MGP permettent de factoriser la distribution de pro-

babilité jointe (Equation 2.1) en l’écrivant sous la forme de produit de fonctions

élémentaires.

Soit un MGP de structure G définie par un ensemble complet de n variables

(X1, . . . , Xn) et soit D un ensemble de N échantillons iid. La densité de la proba-

bilité jointe s’écrit alors comme suit :

P (D|G, θ) =
∏
k

Pk(D|G, θk) (2.2)

Nous supposons que la structure graphique du MGP. L’apprentissage des pa-

ramètres d’un MGP à partir de données complètes peut être effectué d’une façon

automatique en utilisant l’une des méthodes paramétriques : la méthode du Maxi-

mum de Vraisemblance (section 1.3.2) ou la méthode bayésienne du maximum a

posteriori (section 1.3.3). Dans le cas où le graphe est dirigé, en faisant l’hypo-

thèse classique d’indépendances des paramètres, les probabilités conditionnelles

de chaque variable sont calculées indépendamment des autres variables grâce à

l’indépendance des paramètres. Donc, on parle de calcul local du maximum de

vraisemblance (ou MAP). Dans le cas de graphe non dirigé, cette décomposition

locale du maximum de vraisemblance n’est plus possible. Il faut alors avoir recours

à des méthodes itératives (par exemple la méthode IPF iterative proportional fit-

ting proposée par [DS40]).
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2.5 Les DAG : les graphes orientés sans circuits

2.5.1 Approche générale

Un DAG B = (G, θ) est défini par

– G = (X,E), un graphe orienté sans circuit où X est l’ensemble des

noeuds (ou sommets) associés à un ensemble de variables aléatoires X =

(X1, . . . , Xn) et où E est l’ensemble des arcs,

– θ = {θi} = f(Xi|Pa(Xi)), ensemble des fonctions de densité de probabilité

de chaque noeud Xi conditionnellement à l’état de ses parents Pa(Xi) dans

G.

Les DAG permettent de représenter de manière compacte la distribution de

probabilité jointe sous la forme d’un produit de fonctions élémentaires définies sur

un sous ensemble de variables :

f(X1, X2, ..., Xn) =

n∏
i=1

f(Xi|Pa(Xi)) (2.3)

où f(Xi|Pa(Xi)) représentent les fonctions élémentaires fi de l’équation 2.1.

Une fois la structure du DAG fixée, l’apprentissage des paramètres du DAG à

partir de données peut être effectué efficacement par l’une des méthodes paramé-

triques citée dans 1.3 : la méthode du maximum de vraisemblance ou la méthode

du maximum a posteriori.

Apprendre la structure d’un modèle graphique à partir de données n’est ce-

pendant pas une tâche facile, en particulier à cause de la taille de l’espace de

recherche. [Rob77] a montré que le nombre r(n) de structures différentes pour n

noeuds est donné par la formule de récurrence de l’équation 2.4. Comme cette

fonction est super-exponentielle, il devient très difficile (non réalisable) d’effectuer

un parcours exhaustif de l’espace de recherche en un temps raisonnable dès que

le nombre de variables augmente. Il est donc nécessaire de recourir à des heuris-

tiques de recherche dans l’espace des DAG. Ces heuristiques de recherche doivent

être principalement dépendantes du but de cet apprentissage, par exemple pour

la découverte de connaissances ou pour l’estimation de densité.

r(n) =
n∑
i=1

(−1)i+1

(
n

i

)
2i(n−1)r(n− i) = n2O(n)

(2.4)
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2.5.2 Le cas discret : les réseaux bayésiens (RB)

Un DAG dont toutes les variables sont discrètes est appelé un réseau bayésien.

2.5.2.1 Apprentissage des paramètres

Dans le cas discret, un paramètre θi = P (Xi|Pa(Xi)) est un tableau contenant

l’ensemble des probabilités de la variable Xi pour chacune de ses valeurs possibles

sachant chacune des valeurs prises par l’ensemble de ses parents Pa(Xi) dans le

graphe G.

Soit un ensemble de données D de taille N . L’apprentissage des paramètres

d’un RB à partir de ces données se fait de la même façon que pour les lois multi-

nomiales décrites dans la section 1.3.4.2.

Dans le cas de l’estimation par maximum de vraisemblance, l’estimation θ̂MV
i,j,k

de la probabilité conditionnelle de Xi sachant ses parents Pa(Xi) est donnée par

l’équation suivantes :

P̂ (Xi = xk|Pa(Xi) = xj) = θ̂MV
i,j,k =

Ni,j,k∑
kNi,j,k

où Ni,j,k est le nombre d’évènements dans la base de données pour lesquels la

variable Xi est dans l’état xk et ses parents sont dans la configuration xj .

Dans le cas de l’estimation par Maximum a posteriori, soit une distribution de

Dirichlet de paramètres αi,j,k associée à la loi a priori P (Xi = xk|Pa(Xi) = xj).

L’estimation Maximum a posteriori θ̂MV
i,j,k de la probabilité conditionnelle de Xi

sachant ses parents Pa(Xi) est données par l’équation suivantes :

P̂ (Xi = xk|Pa(Xi) = xj) = θ̂MAP
i,j,k =

Ni,j,k + αi,j,k − 1∑
k(Ni,j,k + αi,j,k − 1)

2.5.2.2 Apprentissage de structure

Dans le cas où notre base de données est complète, c’est-à-dire toutes les me-

sures sont complètes, deux familles d’approches ont été proposées pour faire de

l’apprentissage de structure des RB : la première est basée sur la recherche des in-

dépendances conditionnelles, tandis que la deuxième utilise une fonction de score.

Une troisième famille d’algorithmes a vu le jour pour apprendre la structure opti-

male d’un RB : les méthodes hybrides.
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Méthodes de recherche d’indépendances conditionnelles

La première famille (algorithmes IC [PV91], PC [SGS93], FCI [SGS00] etc.)

consiste à déterminer dans un premier temps un graphe non orienté en tenant

compte des différentes indépendances conditionnelles qui existent entre les va-

riables de ce graphe, puis à orienter ce graphe pour obtenir un réseau bayésien.

Ces algorithmes sont peu efficaces dans le cas de problèmes de grande taille puisque

la détermination de ces indépendances est exponentielle en fonction du nombre de

variables. Les méthodes de recherche d’indépendances conditionnelles ont donc

une complexité élevée.

Méthodes à base de scores

La deuxième approche consiste à parcourir tous les graphes possibles, associer un

score à chaque graphe, puis choisir le graphe ayant le score le plus élevé. Plusieurs

fonctions de score peuvent être utilisées, nous citons le score BD (Bayesian Diri-

chlet), le score BDe (Bayesian Dirichlet Equivalent), le score BDeu, le score BDγ

(Bayesian Dirichlet généralisé), l’entropie conditionnelle, le score AIC (Akaike In-

formation Criterion), le score BIC et la longueur de description minimale (MDL)

(voir [NWL+07] pour plus de détails sur ces scores).

Ces méthodes ne sont pas simples, principalement à cause de la taille super-

exponentielle de l’espace de recherche en fonction du nombre de variables.

En supposant que nous disposions d’une méthode qui parcourt l’espace des

DAG en effectuant des opérations du type ajout ou suppression d’arcs, il est né-

cessaire de réduire le nombre de calculs utilisés pour l’évaluation du score. Pour

cela, posséder un score calculable localement, permet de n’estimer que la variation

de ce score entre deux structures voisines, au lieu de le recalculer entièrement pour

la nouvelle structure. Un tel score est dit score décomposable et est défini comme

suit.

Définition 4 (Score décomposable, score local)

Un score S est dit décomposable s’il peut être écrit comme une somme ou

un produit de scores locaux dont chacune n’est fonction que seulement d’un

noeud et de l’ensemble de ses parents. Si n est le nombre de noeuds du graphe

G, le score doit s’écrire sous l’une des formes suivantes :

S(G) =
n∑
i=1

s(Xi, Pa(Xi)) ou S(G) =
n∏
i=1

s(Xi, Pa(Xi))
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Définition 5 (Score équivalent)

Un score qui associe une même valeur à deux graphes équivalents (voir annexe

B) est dit équivalent. C’est-à-dire, si G1 et G2 sont deux graphes équivalents

au sens de Markov, et S un score équivalent, alors S(G1) = S(G2).

Exemple de score décomposable : Le score BDeu

Le score BDeu définit par l’équation 2.5 est un score décomposable. Soit G un

graphe et D un ensemble de données d’apprentissage.

ScoreBDeu(G,D) = P (G)

n∏
i=1

qi∏
j=1

Γ(αij)

Γ(Nij + αij)

ri∏
k=1

Γ(Nijk + αijk)

Γ(αijk)
(2.5)

avec ri est la taille du noeud Xi dans G, qi est le nombre de configurations

possibles des parents de Xi, Nij est le nombre d’occurrences de {Xi = xi et Xj =

xj} et les αijk sont des a priori décrits dans l’équation 2.6, où N ′ est un nombre

d’exemples équivalent définis par l’utilisateur.

αijk =
N ′

riqi
(2.6)

Il est à noter que le score BDeu est aussi un score équivalent.

D’autres idées ont été proposées pour résoudre ce problème de l’espace de

recherche. Une première consiste à remplacer l’espace de recherche (espace des

DAG) par un espace plus petit, l’espace des arbres. Cette idée consiste à rechercher

l’arbre optimal en utilisant une notion classique dans en recherche opérationnelle,

l’arbre de recouvrement maximal (MWST ou Maximal Weight Spanning Tree) :

c’est l’arbre qui relie tous les noeuds en maximisant un critère (un score défini

pour tous les arcs possibles entre les variables). Cette méthode sera présentée et

discutée ultérieurement dans la section 2.8.

Une deuxième idée consiste à ordonner les noeuds pour limiter la recherche

des parents possibles pour chaque noeud (algorithme K2 [CH92]). Une troisième

consiste à faire une recherche gloutonne dans l’espace des réseaux bayésiens (al-

gorithme GS [Chi03]).

Notons qu’il existe un autre espace dans lequel nous pouvons rechercher notre

graphe : l’espace des représentants des classes d’équivalence de Markov (voir an-

nexe B). Cet espace est équivalent à l’espace des réseaux bayésiens sauf qu’il ne

contient que des représentants des classes d’équivalence de Markov, donc un peu
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plus petit.

Méthodes hybrides

Divers travaux ont proposé de combiner l’apprentissage par recherche d’indépen-

dances conditionnelles et celui à base de scores afin de profiter des avantages de

chacune des deux approches. Cela a donné le jour à des méthodes hybrides. La

première catégorie d’approches hybride va profiter des avantages des méthodes à

base de score pour aider les algorithmes d’apprentissage de structure par recherche

d’indépendance conditionnelle. Citons l’algorithme proposé par [CGK+02].

D’autres approches, symétriques aux précédentes, vont utiliser les tests d’in-

dépendance conditionnelle pour générer un ordre d’énumération des variables qui

guidera les algorithmes d’apprentissage de structure à base de score vers la solu-

tion optimale. Citons l’algorithme MMHC (Max-Min Hill Climbing) proposé par

[TBA06], les algorithmes proposés par [SV93] et [LRS04]. Un autre algorithme

hybride a été proposé par [KA09]. Il représente une nouvelle méthode hybride

d’apprentissage de la structure des réseaux bayésiens combinant des techniques de

data mining, d’apprentissage sous contraintes et à base de score.

2.5.3 Le cas continu : les réseaux bayésiens gaussiens

Un réseau bayésien gaussien est un modèle graphique qui représente la struc-

ture de dépendances d’une variable aléatoire normale multivariée en utilisant un

graphe dirigé acyclique (DAG). Un réseau bayésien gaussien est alors un DAG

dont les variables sont continues et ont une distribution de probabilité gaussienne

linéaire.

Un résultat important est qu’un réseau bayésien gaussien est une représenta-

tion alternative de la classe des distributions gaussiennes multivariées. Un réseau

bayésien gaussien définit alors une distribution jointe gaussienne multivariée et

vice versa (voir [Nea04], chapitre 7).

Un réseau bayésien gaussien est défini comme suit : Si PaX est l’ensemble des

parents de X, alors

x = wX +
∑

Z∈PaX
bXZz,

où WX a une fonction de densité N(w; 0, σ2
WX

), et WX est indépendante de tout

Z. La variable WX représente l’incertain de la valeur de X sachant les valeurs des
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parents de X. La fonction de densité conditionnelle de X est alors :

ρ(x|PaX) = N(x,
∑

Z∈PaX
bXZz, σ

2
WX

)

2.5.3.1 Apprentissage des paramètres

Comme il est possible de transformer un réseau bayésien gaussien en une dis-

tribution normale multivariée (voir [Nea04] pour plus de détails sur la transforma-

tion), il suffit d’effectuer cette transformation et utiliser la méthode décrite dans la

section 1.3.5.2 pour faire l’apprentissage des paramètres du réseau bayésien gaus-

sien. Un algorithme d’apprentissage des paramètres d’un réseau bayésien dont les

variables sont continues est décrit dans le chapitre 7 de [Nea04].

De même que pour le cas discret, grâce à l’indépendance des paramètres, on

peut estimer séparément les paramètres de chaque loi conditionnelle de chaque

variables. [KF09] détaille comment le principe du MV peut être appliqué dans le

cas des réseaux Bayésiens gaussiens.

2.5.3.2 Apprentissage de structure

L’apprentissage de structure d’un réseau bayésien gaussien à partir de données

peut se faire d’une façon analogue à celle dans le cas discret. [Nea04] propose une

méthode à base de score qui recherche dans l’espace des équivalences de Markov la

structure de DAG ayant la probabilité a posteriori la plus élevée sachant les don-

nées. [GH94] discute l’apprentissage de structure de réseaux Bayésiens gaussiens

à base de score et propose des adaptation de scores pour ce cas de modèle.

2.5.4 Le cas hybride : les réseaux conditionnels gaussiens

Un réseau bayésien qui contient à la fois des variables discrètes et d’autres

continues est dit Conditionnel Gaussien (CG) [LW89a, Lau92]. Dans ce type de

modèles, pour chaque instanciation i d’un ensemble de noeuds discrets Y la dis-

tribution des noeuds continus X est de la forme f(x|Y = i) = N(x, ~µ(i),Σ(i)).

Il est à noter que dans le type de modèles que nous considérons dans ce para-

graphe, un noeud discret ne peut pas avoir de parents continus.

La probabilité conditionnelle d’un noeud discret Xi sachant ses parents Pa(Xi)

(qui ne peuvent être que discrets) est représentée par une table comme nous l’avons

déjà vu pour le cas des réseaux bayésiens à variables discrètes.
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Algorithme 1 Algorithme Forward Sampling in a Bayesian network ([KF09])

1: Procédure Forward-Sample( B {Réseau Bayésien en X})
2: Soit X1, . . . , Xn un ordre topologique de X
3: Pour i = 1 to n Faire
4: ui ← x 〈PaXi〉 {représente PaXi dans x1, . . . , xi−1}
5: Échantillonner xi à partir de P (Xi|ui)
6: Fin Pour

7: return (x1, . . . , xn)

La distribution conditionnelle d’un noeud continu Xi sachant ses parents

Pa(Xi) peut être spécifiée par une fonction gaussienne dont la moyenne est une

fonction linéaire des parents et la covariance est fixée (voir [Mur98] pour plus de

détails).

Dans ce type de modèles, l’inférence est un problème NP-difficile même dans

le cas des polyarbres, [KF09] détaille les différentes difficultés rencontrées lorsque

le modèle est constitué à la fois de variables discrètes et d’autres continues.

[MC98] propose deux méthodologies à base de score pour l’apprentissage de

structure des réseaux bayésiens hybrides à partir de données. La première mé-

thodologie consiste à discrétiser les données pour ensuite utiliser les algorithmes

classiques applicables pour le cas discret. La deuxième méthodologie consiste à uti-

liser des réseaux de neurones comme estimateurs de probabilités qui seront ensuite

utilisée pour calculer des scores.

2.5.5 Simulation de données selon la loi d’un DAG

Il est facile d’échantillonner de nouvelles données à partir d’un DAG du mo-

ment où tous ses paramètres sont connus. L’algorithme 1 pris de [KF09] montre

qu’on peut échantillonner les noeuds selon un ordre topologique donné par le

DAG. Un noeud est échantillonné à partir de la distribution définie par sa CPD

(distribution de probabilité conditionnelle), sachant les instantiations de tous ses

parents.

Dans le cas de où les variables sont discrètes, pour une distribution uni-

forme, il suffit d’utiliser un générateur de nombres pseudo-aléatoires. Les autres

distributions nécessitent des techniques plus spécifiques. Une méthode présen-

tée dans [KF09] est la suivante. Soit une distribution multinomiale P (X) pour

V al(X) = {x1, . . . , xk}, définie par les paramètres θ1, . . . , θk. Le processus peut

être effectué de la façon suivante : on génère un échantillon s uniformément dans
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l’intervalle [0, 1]. Ensuite, on partitionne l’intervalle en k sous-intervalles : [0, θ1[,

[θ1, θ1 + θ2[, . . . ; de façon à ce que le i ème intervalle est [
i−1∑
j=1

θj ,
i∑

j=1
θj [. Si s est

dans le ième intervalle, alors la valeur échantillonnée est xi.

Cette approche est une solution générale pour générer des échantillons à partir

de n’importe quelle CPD d’une variable discrète : étant donné un parent u, on

peut générer la distribution conditionnelle P (X|u) et échantillonner à partir de

cette distribution de la même façon.

Ce processus d’échantillonnage de données nécessite une opération d’échan-

tillonnage pour chaque variable aléatoire dans le réseau. Il faut alors utiliser pour

chaque variable X une CPD en fonction de ses parents, cela peut se faire en

un temps de calcul O(|PaX |). Le processus d’échantillonnage présenté nécessi-

tera alors un temps O(log|V al(X)|). Si M est le nombre total d’échantillons gé-

nérés, n = |X|, p = maxi |PaXi |, et d = maxi |V al(Xi)|, le coût total est en

O(Mnp log(d)).

La génération d’échantillons à partir d’une distribution en présence d’une évi-

dence e est un problème plus compliqué à résoudre. En général, on s’intéresse aux

probabilités conditionnelles ayant la forme P (x|E = e). Une première solution

pour ce problème est d’échantillonner à partir de probabilité a posteriori P (X|e).
Cela se fait en utilisant le processus dit rejection sampling : on génère un échan-

tillon x à partir de P (X), et ensuite on rejette chaque échantillon qui n’est pas

compatible avec e. L’échantillon retenu est alors généré à partir de la probabilité

a posteriori P (X|e).

D’autres méthodes similaires peuvent être appliquées pour ce genre de pro-

blèmes, citons Likelihood Weighting [FC90, SP90] et Importance Sampling [SP90].

Un autre groupe de méthodes stochastiques d’échantillonnage regroupe des

méthodes basées sur les Markov Chain Monte Carlo. Ce groupe est divisé en deux

types de méthodes : Gibbs Sampling et Metropolis sampling [Pea87, DC93] (Voir

[KF09], Chapitre 12). Étant donnée une distribution de probabilité π, ces méthodes

définient une châıne de Markov dont la distribution stationnaire est π. Elles per-

mettent ainsi de tirer aléatoirement un élément selon la loi π. L’échantillonnage de

Gibbs est une adaptation particulière de l’échantillonnage de Metropolis-Hastings.

Le principe de l’algorithme de Gibbs est décrit par l’algorithme 2. Il consiste à

générer une séquence d’échantillons en commençant par générer un échantillon

des variables non observées à partir d’une distribution initiale ; par exemple, le ré-

seau peut être utilisé pour générer un échantillon en utilisant l’algorithme forward



2.5 Les DAG : les graphes orientés sans circuits 65

Algorithme 2 Algorithme Échantillonneur de Gibbs

Entrées: X {ensemble des variables à échantillonner}
Φ {ensemble des facteurs définissant PΦ}
P (0)(X) {distribution initiale}
N {nombre d’échantillons}

Sorties: x(0), . . . , xN {ensemble des échantillons}
1: Générer x(0) à partir de P (0)(X),
2: Pour t = 1, . . . , N Faire
3: x(t) ← x(t−1)

4: Pour chaque Xi ∈ X Faire

5: Générer x
(t)
i à partir PΦ(Xi|x−i)

{ Changer Xi dans x(t)}
6: Fin Pour
7: Fin Pour

sampling. En partant de ce premier échantillon, l’algorithme de Gibbs itère, pour

chaque variable non observée, en échantillonnant une nouvelle valeur pour chaque

variable sachant ce premier échantillon pour toutes les autres variables.

Pour appliquer cet algorithme dans le cas où on a une évidence, on peut com-

mencer par réduire tous les facteurs en utilisant cette observation e, ainsi la dis-

tribution PΦ utilisée dans l’algorithme correspond à P (X|e).

Dans le cas où les variables sont continues, il est possible d’utiliser l’algorithme

Forward Sampling (Algorithme 1) pour générer un ensemble d’échantillons selon

la loi d’un RB gaussien ou hybride, du moment où nous possédons une méthode

d’échantillonnage à partir d’une densité continue de chaque variable Xi sachant

ses parents (la méthode rejection sampling par exemple). Toutefois, cet algorithme

n’est pas applicable dans le cas de RB hybride en présence d’une évidence. Les

méthodes Importance sampling et likelihood Weighting sont plus appropriées dans

ce cas.

Parmi ces méthodes présentées pour le cas des modèles graphiques probabilistes

dirigés, nous distinguons la méthode Importance sampling et les méthodes basées

sur l’approche Markov Chain Monte Carlo qui sont applicables dans le cas de

modèles graphiques non dirigés (Champs de Markov) et ceux partiellement dirigés

(Chain graph) qui vont être présentés dans les sections suivantes.
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2.6 Les UG : undirected graphs

2.6.1 Approche générale

Un graphe de dépendance non orienté est un graphe dont toutes les arêtes sont

non dirigées. Un tel modèle graphique non dirigé est connu sous le nom de Champ

de Markov (ou Markov random field), noté MRF. Il est défini par sa structure

de graphe quelconque et non orientée. Deux variables connectées par un arc sont

voisins. L’indépendance que représente un Champ de Markov est résumée par la

propriété de Markov globale : une variable est indépendante de toutes les

autres sachant ses voisins.

Définition 6 (Clique)

Une clique c est soit un singleton soit un ensemble de noeuds mutuellement

voisins tel que pour toute paire {u, v} ∈ c nous avons v ∈ Vu (voisinage de u).

Une clique est dite maximale si aucune clique ne la contient.

Définition 7 (Facteur)

Soit V un ensemble de variables aléatoires. Un facteur ψ est défini par une

fonction sur V al(V )→ <.

Conformément à l’équation 2.1, la distribution de probabilité d’un MRF est

un produit de fonctions (facteurs) (dites potentiels de clique) définies chacune sur

une clique du graphe. La factorisation d’une densité de probabilité d’un graphe

non dirigé est donnée par :

f(x) =
∏
c∈C

ψc(x)

où C est l’ensemble des cliques de G et ψc(x) est une fonction non négative qui

dépend de xc uniquement. Les fonctions ψc(x) représentent alors les fonctions

élémentaires fi de l’équation 2.1.

Un Champ de Markov est alors défini en deux étapes : premièrement, un graphe

qui décrit la structure du modèle définissant implicitement les cliques, deuxième-

ment, la distribution de probabilité qui est exprimée sous la forme d’un produit

de fonctions de variables dans chaque clique et quelques paramètres.

Le nombre de variables dans chaque clique intervient dans l’efficacité des cal-

culs effectués par le modèle. Plus petit est le nombre de variables dans chaque

clique, plus efficace est le modèle. La totalité des paramètres correspondant aux

fonctions de facteurs forme l’ensemble des paramètres associé à la structure de

graphe donnée.
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Contrairement au cas des RB, les facteurs ne correspondent pas aux probabi-

lités ou probabilités conditionnelles. Par conséquent, les paramètres ne sont pas

intuitivement compréhensibles ce qui rend leur estimation à partir de données plus

difficile.

2.6.2 Apprentissage des paramètres

L’apprentissage des paramètres d’un champ de Markov (dont le graphe est non

dirigé) s’avère différent de celui des réseaux bayésiens. La raison la plus impor-

tante de ces différences revient probablement au fait que les champs de Markov

sont caractérisés par une normalisation globale tandis que les réseaux bayésiens

sont caractérisés par des normalisations locale au sein de chaque densité de proba-

bilité conditionnelle. Ce facteur global englobe tous les paramètres du réseaux et

empêche la décomposition du problème et l’estimation locale des paramètres, ce

qui rend la tâche d’estimation des paramètres au sein d’un facteur global difficile

de point de vue calcul. Il faut alors avoir recours aux méthodes itératives comme

la descente du gradient pour optimiser les paramètres d’un champ de Markov.

Le problème de l’apprentissage des paramètres d’un champ de Markov est

dû au fait qu’il faut faire de l’inférence sur tout le réseau à chaque itération, ce

qui rend l’estimation des paramètres non faisable. L’estimation Bayésienne des

paramètres, qui nécessite des intégrations sur l’espace des paramètres, est plus

difficile du moment où il n’existe pas une forme pour l’expression des paramètres

a posteriori.

Ces complexités ont conduit à l’utilisation de méthodes d’inférence approchée

pour pouvoir calculer le gradient, ou encore à l’apparition d’approches qui ne

cherchent plus à optimiser la vraisemblance mais une nouvelle fonction (pseudo-

vraisemblance, contrastive divergence, maximum-margin).

Les méthodes utilisant l’inférence approchée, utilisent l’algorithme de mes-

sage locaux pour la propagation de l’information dans le réseau et des approches

d’échantillonnage.

La méthode qui essaye de maximiser une fonction de ”pseudo-vraisemblance”

a été proposée par [Bes77] et plusieurs extensions ont été proposées dans [HO02]

et [MPDW06]. La cohérence asymptotique des fonctions de vraisemblance et de

pseudo-vraisemblance est montrée dans [Gid88]. L’utilisation des méthodes d’es-

timation à base de marge maximum-margin pour les modèles probabilistes a été

initialement proposée par [Col02]. [Hin02] et [TWO+03] ont introduit l’approche

contrastive divergence.
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2.6.3 Apprentissage de structure

L’apprentissage de structure des modèles non-dirigés à partir de données n’a

pas été largement étudié comme le cas des modèles dirigés (RB). On peut utiliser,

dans ce cas aussi, les méthodes à base de recherche des indépendances condi-

tionnelles et à base de scores. A cause des difficultés découlant de la forme de la

fonction de vraisemblance, le calcul des scores Bayésiens (où le calcul de score d’un

modèle nécessite d’intégrer sur tous les paramètres) n’est pas faisable et même des

approximations ne sont généralement pas pratiques. On utilise généralement une

fonction de score plus simple, combinant un terme de vraisemblance et un terme

de pénalité [KF09]. On cherche ensuite dans un certain espace de structures celles

qui maximisent cette fonction de score.

Face à tous ces problèmes reliés essentiellement à l’inférence, certains travaux

se sont orientés vers la recherche et l’apprentissage de réseaux de Markov de largeur

bornée (bounded tree-whidh) qui est aussi un problème NP-difficile [Sre01] lorsque

la largeur est supérieure à 1. Le travail de [CL68] a montré qu’il est possible de

trouver l’arbre (dont largeur = 1) qui maximise la vraisemblance en un temps

quadratique.

Un autre type d’approche est proposé par [FHT08]. Son principe consiste à

utiliser la méthode graphical lasso pour estimer la matrice de covariance à partir

de données supposées suivre une distribution gaussienne multivariée. Une valeur

nulle dans l’inverse de cette matrice correspondra à une indépendance entre les

variables correspondantes conditionnellement aux autres.

[KF09] contient une discussion plus détaillée pour les différentes méthodes qui

ont été proposées pour l’apprentissage de structure d’un MRF.

2.7 Les Chain Graphs : Partially Directed Acyclic

Graph

Les chain graphs, qui admettent les deux types d’arcs dirigés et non-dirigés,

mais pas de cycles partiellement dirigés, ont été introduits comme une généra-

lisation naturelle des DAG et des graphes non dirigés [LW89b]. Les premières

motivations pour les chain graphs sont reliés au fait que l’introduction d’arcs non

dirigés permet de modéliser des interventions simultanées [Fry90] ou des associa-

tions symétriques [LW89b].

Une structure d’un PDAG (Partially Directed Acyclic Graph) K peut définir
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une factorisation de la distribution de probabilité de K selon la propriété de Mar-

kov pour les chains graphs. Intuitivement, la factorisation des PDAG représente

la distribution sous la forme d’un produit de chaque chaine composant le graphe

sachant ses parents. Une telle représentation est appelée chain graph model.

Chaque chaine composante Ki dans le graphe est associé à une CRF (Condi-

tional Random Field) qui défini P (Ki|PaKi), la distribution conditionnelle de Ki

sachant ses parents dans le graphe. La distribution P (Ki|PaKi) est définie par

l’utilisation de facteurs associés à Ki pour définir un CRF dont les variables cibles

sont Ki et les variables observées sont PaKi .

soit K un PDAG, et K1, . . . ,Kl ses chaines composantes. Une distribution d’un

chain graph est définie via l’ensemble des facteurs φi(Ci)(i = 1, . . . ,m) où chaque

Ci est un sous-graphe complet du graphe moralisé M [K]. Chaque facteur φi(Ci)

est associé à une chaine composante Ki, où Ci ⊂ Ki ∪PaKi et défini P (Ki|PaKi)

comme un CRF avec ces facteurs.

La factorisation d’une distribution d’un chain graph est alors donnée par :

P (X) =
l∏

i=1

P (Ki|PaKi)

Nous ne détaillons pas ce cas de modèles graphiques partiellement dirigés. Une

étude détaillée de la propriété de Markov pour les chain graph peut être trouvée

dans [Fry90]. [LR01] étudie les chain graphs comme généralisation des DAG et des

graphes non dirigés, [Drt09] a considéré le cas discret des chain graphs et a étudié

l’apprentissage des paramètres par MV dans ce cadre.

2.8 Cas particulier des structures arborescentes

Dans la théorie des graphes, un polyarbre est un graphe dirigé avec au maxi-

mum un seul chemin dirigé entre chaque paire de variables. Autrement dit, un

polyarbre est un DAG qui ne contient pas de cycles non dirigés.

Un modèle de polyarbre pour une densité de variable X est défini par :

– une structure de DAG P dont le squelette est sans circuit et connecté,

– un ensemble de noeuds qui représentent X = X1, ..., Xn,

– un ensemble de densités conditionnelles PP (Xi|PaP (Xi)), où PaP (Xi) est

l’ensemble des variables en bijection avec les parents de Xi dans P .
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La structure P représente graphiquement la factorisation de densité

PP (X) =
n∏
i=1

PP (Xi|PaP (Xi))

Les paramètres du modèle sont alors spécifiés par le vecteur de distributions condi-

tionnelles :

θP = (PP (Xi|PaP (Xi)))ni=1

Nous notons que conformément avec cette définition, un polyarbre contient n− 1

arcs.

On peut définir des sous-classes imbriquée P p des structures de polyarbres en

imposant des contraintes sur le nombre maximum p de parents par chaque noeud.

La sous-classe la plus petite des structures polyarbres est la classe des arbres

où les noeuds ont exactement un seul parent (p = 1). Les modèles d’arbres ont la

propriété essentielle de ne pas contenir de v − structures (voir annexe B). Donc

chaque arbre dirigé est un polyarbre, mais chaque polyarbre n’est pas essentielle-

ment un arbre. Le modèle de dépendances d’un arbre peut être ”lu” sans

tenir compte de la direction de ses arcs.

2.8.1 Inférence dans les arbres

Comme il a été mentionné dans la section 2.3, le problème de l’inférence est NP-

difficile mais pour les structures simples (polyarbres), l’inférence peut être effectuée

efficacement en utilisant l’algorithme proposé par [Pea85] appelé Message locaux.

Cet algorithme est aussi applicable dans le cas des arbres de Markov

(arbres non dirigés), en plus des arbres dirigés et des polyarbres.

[Pea88] a adapté l’algorithme de Message locaux pour le cas où les variables

sont continues. Le principe est resté le même, sauf que les quantités échangées

entre un noeud et ses voisins (parents ou fils), qui étaient des vecteurs de dimen-

sion en relation avec la variable et l’ensemble de ses parents, sont adaptés pour

être caractérisées par les moyennes et les variances des densités conditionnelles

gaussiennes correspondantes.

Complexité de l’inférence Dans le cas où notre modèle est représenté par un

arbre (dirigé ou non), une borne supérieure pour le nombre de valeurs stockées
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dans l’arbre est donnée par [Nea04] :

n(k2 + 2k) + 2(n− 1)k ∝ O(nk2)

où

n = le nombre de noeuds dans l’arbre

k = le nombre maximum de valeurs d’un noeud

Le nombre de multiplications nécessaires pour calculer toutes les probabilités

conditionnelles est donnée par :

n(2k2 + 2k + kc) ∝ O(nk2 + nkc)

où

c = le nombre maximum de fils dans tous les noeuds

Pour les polyarbres, si la structure du graphe est éparse (i.e., chaque noeud n’a

pas beaucoup de parents), l’algorithme reste efficace en terme d’espace mémoire et

temps de calcul. Cependant, si un noeud possède plusieurs parents, la complexité

de l’espace de stockage seule devient intraitable.

2.8.2 Apprentissage de structure des arbres

[CL68] a montré qu’une distribution jointe arbitraire peut être approchée de

façon optimale par une distribution d’arbre, en utilisant les probabilités marginales

des paires de variables. [CL68] a proposé un algorithme pour apprendre l’arbre de

Markov (non dirigé) optimal à partir de données en utilisant l’algorithme MWST

(Maximum Weight Spanning Tree). Le principe de cette méthode est décrit dans

l’algorithme 3.

Cette méthode s’applique à la recherche de structure d’un réseau bayésien en

fixant un poids à chaque arête potentielle A−B de l’arbre. Ce poids peut être par

exemple l’information mutuelle entre les variables A et B comme proposé dans

[CL68] (voir formule 2.7), ou encore la variation du score local (décomposable)

lorsqu’on choisitB comme parent deA comme proposé dans [HGC95] (voir formule

2.8).

WCL (XA, XB) =
∑
xa,xb

P (XA = xa, XB = xb) log
P (XA = xa, XB = xb)

P (XA = xa)P (XB = xb)
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Algorithme 3 Algorithme de MWST ([CL68])

Entrées: D, n
Sorties: T

1: MI = [0]n×n,
2: Pour i = 1, . . . , n Faire
3: Pour j = i+ 1, . . . , n Faire
4: MI [i, j] = ComputeMI(Xi, Xj , D)
5: MI [j, i] = MI [i, j]
6: Fin Pour
7: Fin Pour
8: T = Kruskal(MI)

=
∑
a,b

Nab

N
log

NabN

Na.N.b
(2.7)

W (XA, XB) = score (XA, XB)− score (XA,�) (2.8)

où score (XA, XB) est le score local en XA en supposant qu’il a XB comme parent,

et score (XA,�) est le score local en XA en supposant qu’il n’a aucun parent.

A partir de ce calcul de score, nous calculons une matrice MI symétrique tel

que : MIij = MIji = W (Xi, Xj), avec i 6= j.

Une fois cette matrice de poids définie, il suffit d’utiliser un des algorithmes

standards de résolution du problème de l’arbre de poids maximal comme la mé-

thode de Kruskal [Kru56] définie par l’algorithme 4. L’arbre de poids maximal est

un arbre non dirigé reliant toutes les variables, donc il doit par la suite être dirigé

en choisissant une racine puis en parcourant l’arbre par une recherche en profon-

deur jusqu’aux noeuds feuilles. La racine peut être choisie soit aléatoirement, soit

à l’aide de connaissance a priori.

De point de vue complexité, la recherche de l’arbre optimal est quadratique

en fonction du nombre de variables du domaine. En effet, la matrice d’information

mutuelle W est de taille n2, avec n est le nombre de variables. On aura donc à

calculer n(n − 1)/2 informations mutuelles. L’algorithme de Kruskal est de com-

plexité E log(E), où E est le nombre d’arcs considérés lors de la recherche. La

complexité de l’algorithme de Chow et Liu est alors E log(E) ∝ O(n2log(n)) où

n est le nombre de variables
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Algorithme 4 Algorithme de Kruskal ([Kru56])

Entrées: MIn×n
Sorties: T

1: Classer les arêtes par ordre de mesure décroissante (u1, u2, u3, . . . , ul),
2: T = {}, i = 1,
3: Tantque |T | < n− 1 Faire
4: Si T ∪ {ui} est sans cycle Alors
5: T ← T ∪ {ui}
6: Sinon
7: i← i+ 1
8: Fin Si
9: Fin Tantque

La recherche du polyarbre optimal qui représente une distribution est un pro-

blème plus difficile. Il est possible de construire un polyarbre optimal si les données

suivent exactement une telle structure, mais il n’est pas connu comment trouver

le meilleur polyarbre approchant les données si ces dernier ne possèdent pas une

représentation par polyarbre. [RP88] décrit une extension de l’algorithme de Chow

et Liu pour rechercher le polyarbre optimal à partir de données. Ce principe est

décrit par l’algorithme 5.

Cet algorithme de recherche du polyarbre optimal est de complexité polyno-

miale en fonction du nombre de variables.

[OOM04] propose un autre algorithme de recherche du polyarbre optimal à

partir de données. Cet algorithme utilise aussi l’algorithme de Chow et Liu pour

rechercher une structure non orientée, ensuite utilise des tests d’indépendances et

un algorithme de parcours en profondeur pour orienter le polyarbre.

2.9 Problèmes des espaces de grande dimension

Nous avons évoqué dans la section 1.5 que dans les espaces de grande dimen-

sion, les données disponibles sont souvent de taille très petite en comparaison avec

le nombre de variables.

Lorsque les données disponibles sont de taille réduite, l’augmentation du

nombre de variables entraine, dans le cas des modèles paramétriques, une augmen-

tation du nombre de paramètres nécessaires pour définir un modèle et l’apparition

du phénomène du sur-apprentissage (déjà discuté dans la section 1.5). De plus,

l’augmentation de la dimension de l’espace des paramètres conduit à une augmen-
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Algorithme 5 Algorithme de recherche du polyarbre optimal ([RP88])

Entrées: D,n
Sorties: PT

1: PT = MWST (D,n),
2: Répéter
3: Recherche dans les noeuds internes de PT les noeuds qui ont plus qu’un

parent (V-structures)
4: Si un noeud dans PT ayant plusieurs parents est détecté Alors
5: déterminer la direction de toutes ses branches en utilisant le test de V-

structures,
6: Fin Si
7: Pour chaque noeud dans PT qui a au moins un arc rentrant Faire
8: résoudre la direction de toutes ses branches adjacentes en utilisant des

tests statistiques d’indépendance conditionnelle
9: Fin Pour

10: Jusqu’à aucune direction supplémentaire ne peut être découverte
11: Si il reste des branches non orientées dans PT Alors
12: étiqueter les ”non déterminé”et avoir recours aux sémantiques externes pour

compléter l’orientation.
13: Fin Si

tation exponentielle des demandes en temps de calcul pour trouver un ensemble

de paramètres optimaux.

La factorisation en densités jointes que les modèles graphiques fournissent per-

met de réduire la complexité du problème. En effet, les modèles graphiques pro-

fitent des indépendances entre les variables pour diminuer le nombre de paramètres

nécessaires pour représenter le problème et ensuite réduire les demandes en temps

de calcul et espace mémoire pour, à la fois, l’apprentissage des paramètres et

l’inférence.

Toutefois, l’augmentation de la taille du problème (nombre de variables) rend

l’utilisation des modèles graphique probabilistes difficile à mettre en oeuvre. En

effet, nous avons vu dans la section 2.3 que l’inférence exacte est un problème

NP-difficile lorsque la structure d’un modèle graphique est quelconque. L’augmen-

tation de la dimension du problème aggrave de plus en plus ce problème et rend

impossible d’effectuer de tels calculs. Toutefois, il est possible d’effectuer les algo-

rithmes d’inférence efficacement si la structure du modèle n’est pas trop complexe,

et encore plus efficacement si elle est simple (structure arborescente).

D’autre part, les algorithmes d’apprentissage de structure ne sont pas efficaces

du moment où la taille du problème dépasse quelques dizaines de variables. Cela
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est dû essentiellement à la taille super-exponentielle de l’espace de recherche. Les

méthodes de recherche locales restent le seul refuge pour un tel apprentissage.

De plus, l’apprentissage d’un modèle à partir de peu de données peut souffrir

du phénomène du sur-apprentissage. Pour cela, les données sont souvent apprises

par un modèle simple avec un petit nombre d’arcs [WJ08].

L’utilisation de modèles simples peut ainsi tirer profit de la simpli-

cité et la scalabilité de l’inférence et de l’apprentissage (des paramètres

et de structure) dans ce type de modèles.

2.10 Conclusion

Dans ce chapitre, nous avons présenté les modèles graphiques probabilistes, en

commençant par dévoiler l’apport de ces outils dans le cadre de l’estimation de la

densité. En effet, la factorisation de la loi jointe de ces MGP permet de réduire la

complexité du problème traité en diminuant le nombre de paramètres considérés.

Nous avons aussi discuté les différents types des MGP, notamment les DAG, les

Champs de Markov et les Chain graph. Pour chacun de ces types, nous avons étudié

les différents algorithmes d’inférence ainsi que les algorithmes d’apprentissage de

paramètres et de structure à partir de données.

Ensuite, un algorithme générique de simulation de nouvelles données selon la

loi d’un MGP a été présenté ainsi que d’autres algorithmes couramment utilisés.

Dans la section 2.8 nous avons considéré un cas particulier des MGP où la

structure non orientée du graphe est un arbre et nous avons discuté les différents

algorithmes d’inférence et d’apprentissage de point de vue complexité et passage

à l’échelle aux domaines de grande dimension.

La dernière section 2.9 a servi à discuter des problèmes des espaces de grande

dimension et l’apport des modèles simples (arbres) dans ce cadre. Ces modèles

simples feront le sujet du prochain chapitre où nous présenterons les mélanges de

modèles graphiques probabilistes simples pour l’estimation de la densité.





Chapitre 3

Les mélanges de modèles pour

l’estimation de densité

3.1 Introduction

Les mélanges de distributions ont fourni un ensemble d’approches mathéma-

tiques pour la modélisation statistique d’une grande variété de phénomènes aléa-

toires. Vue leur utilité comme méthodes de modélisation flexibles, les modèles de

mélange ont continué à avoir un succès et un intérêt croissant du point de vue

pratique et théorique.

Les domaines dans lesquels les modèles de mélange ont été appliqués avec suc-

cès comprennent l’astronomie, la biologie, la génétique, la médecine, la psychiatrie,

l’économie, l’ingénierie et le marketing.

Parmi les premières analyses impliquant les mélanges de modèles, citons le

travail du biostatisticien Karl Pearson qui date de plus de 100 ans. Il a utilisé

dans [Pea94] un mélange de deux fonctions de densité de probabilité normales de

moyennes et variances différentes.

Dans ce chapitre, nous introduisons dans un premier temps le principe général

des mélanges de modèles ainsi que le cadre général de cette approche le Bayesian

Model Averaging où la taille du mélange est infinie. Dans la section 3.3, nous

présentons les approches de mélanges de taille finie dont l’apprentissage à partir

de données d’observation est basé sur l’algorithme EM ainsi que quelques cas

particuliers pour certains types de modèles élémentaires. Nous passons ensuite

dans la section 3.4 à un autre type d’approches basées sur le principe du Perturb
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et Combine pour l’apprentissage de mélanges de modèles finis.

Enfin, la section 3.6 est consacrée à une discussion de ces différentes approches

dans un cadre spécifique où le nombre d’individus dans la base d’apprentissage est

trop petit devant la grande dimension du problème.

3.2 Principe général

Soit (x1, ..., xN ) un ensemble de données d’observations jointes de taille N .

Nous définissons un mélange de distributions (modèles) (en général) comme étant

une distribution de la forme

f(x) =
m∑
k=1

λkf
k(x)

avec

λk ≥ 0, k = 1, . . . ,m;

m∑
k=1

λk = 1.

Les modèles fk représentent les composantes du mélange et les poids λk sont

appelés les coefficients du mélange. Les m modèles peuvent avoir des structures

différentes et des paramètres différents.

Le mélange de modèles paramétriques

Dans le cas où les densités fk sont des fonctions paramétriques, le mélange est dit

aussi paramétrique et il est donné par :

f(x|Ψ) =

m∑
k=1

λkf
k(x, θk)

avec θk est l’ensemble des paramètres de la kème composante fk du mélange. L’ap-

prentissage d’un mélange de modèles pour l’estimation de la densité de probabilité

paramétrique revient alors à déterminer Ψ = {θ1, . . . , θm, λ1, . . . , λm}, l’ensemble

de tous les paramètres du mélange.

Le Bayesian model averaging

Soit X = (X1, ..., Xn) un ensemble de variables aléatoires discrètes, et D =

(x1, ..., xN ) un ensemble de données d’observations jointes xi = (xi1, ..., x
i
n) gé-

nérées indépendamment par une densité P (X).
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Dans toute l’approche Bayésienne, on suppose que P (X) appartient à un espace

de densités D décrit par un modèle M ∈ M et des paramètres θM ∈ ΘM , et on

déduit de l’ensemble de données un mélange de modèles décrit par l’équation

suivante :

PD(X|D) =
∑
M∈M

P (M |D) P (X|M,D), (3.1)

où P (M |D) est la probabilité a posteriori sur l’espace des modèles M condition-

nellement aux données D, et où P (X|M,D) est l’intégrale :

P (X|M,D) =

∫
ΘM

P (X|θM ,M) dP (θM |M,D). (3.2)

PD(X|D) est calculée par :

PD(X|D) =
∑
M∈M

P (M |D)

∫
ΘM

P (X|θM ,M) dP (θM |M,D), (3.3)

où P (θM |M,D) est la densité a posteriori des paramètres et P (X|θM ,M) est la

vraisemblance de l’observation X pour le modèle M avec les paramètres θM .

Notons que dans cette équation, l’estimation de la densité de probabilité de

X ne se fait pas par l’apprentissage d’un seul modèle à partir des données mais

par une somme pondérée sur tous les modèles possibles, pour tous les paramètres

possibles. Toutefois, dans la pratique, il est empiriquement peu intéressant de faire

un tel calcul.

Plusieurs travaux ont opté pour un mélange de taille finie obtenu selon dif-

férentes politiques : nous citons les mélanges de modèles de taille finie basés sur

l’algorithme EM pour l’apprentissage de tous les paramètres du mélange, les mé-

thodes qui se basent sur des techniques de perturbation soit de l’ensemble de

données d’apprentissage (méthodes d’agrégation de modèles simples tels que le

Bagging (Bootstrap aggregation) et le Boosting), soit de la procédure de généra-

tion des composantes du mélange (méthodes aléatoires par exemple).

Nous détaillons dans la suite ces deux politiques de construction des mélanges

de modèles ainsi que les différentes techniques utilisées.
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3.3 Les mélanges de modèles finis

3.3.1 Approche générale

L’estimation des paramètres du modèle de mélange paramétrique (qu’il soit

gaussien ou non) a fait l’objet de nombreux travaux depuis l’introduction du mo-

dèle de mélange par [Pea94] et la méthode la plus fréquemment utilisée aujourd’hui

est celle du maximum de vraisemblance (MV).

Le problème de l’estimation des paramètres d’un modèle de mélange peut

être vu comme un problème paramétrique. Toutefois, le vecteur de paramètres Ψ

contient l’ensemble des poids λk qui n’est pas représenté dans les données. Les

équations de vraisemblance ainsi obtenues ne possèdent pas de solutions analy-

tiques. [MP00] représente le problème sous la forme à données incomplètes, qui

peut être résolu par l’algorithme EM, comme suit.

Chaque xi dans l’ensemble des données x = (x1, . . . , xN ) est considéré comme

ayant résulté de l’une des composantes du modèle de mélange étant appris. zi est

un vecteur de dimension m avec zij = (zj)i = 1 ou 0, selon que xj doit ou ne

doit pas résulter de la i ème composante du mélange (i = 1, . . . ,m; j = 1, . . . , N).

Comme les zi ne sont pas disponibles dans les données d’apprentissage, alors ces

données sont vues comme incomplètes.

L’algorithme EM est utilisé conjointement avec le principe du MV pour estimer

les paramètres Ψ du mélange.

La fonction log de vraisemblance log(Lc(Ψ)) pour les données complétées est

alors données par :

logLc(Ψ) =
m∑
i=1

N∑
j=1

zij {log λi + log fi(xi; θi)}

Algorithme EM et mélanges finis de modèles

L’algorithme EM [DLR77] est couramment utilisé conjointement avec le principe

du MV pour estimer les paramètres Ψ du mélange. Il est appliqué à ce problème

en traitant les zij comme données manquantes, et procède itérativement en deux

étapes, E (pour Expectation) et M (pour Maximization). Son principe est le sui-

vant :

Soit Ψ0 est la valeur initiale de Ψ.
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L’étape E : Cette étape consiste à calculer, à l’itération q, l’espérance de

Zij (la variable aléatoire associée à zij) sachant la valeur du paramètre estimé à

l’étape précédente et que x = xj .

tij(xi; Ψ(q)) = EΨ(q)(Zij |x) = PΨ(q)(Zij = 1|x)

puisque Zij est à valeurs dans {0, 1}. La formule de Bayes permet finalement de

formuler les probabilités tij que xj doit résulter de fi, et ce conditionnellement au

paramètre courant Ψ(q), de la façon suivante :

tq+1
ij (xi; Ψ(q)) = λqi fi(xi; θ

(k)
i )/f(xi; Ψ(q))

= λqi fi(xj ; θ
(k)
i )/

m∑
h=1

λqhfh(xj ; θ
(k)
h )

L’étape M : Cette étape consiste quant à elle à maximiser, à chaque étape

q, l’espérance de la vraisemblance complète conditionnellement aux t
(q)
ij . Les pro-

portions {λ̂qi }mi=1 du mélange sont obtenues simplement par la relation :

λ̂qi =
n∑
j=1

t
(q)
ij /N (i = 1, . . . ,m)

Les estimateurs des paramètres {θ1, ..., θn} sont ainsi obtenus en résolvant les

équations de vraisemblance correspondantes au modèle de mélange retenu.

Limitations de l’algorithme EM

L’algorithme EM découle naturellement des équations de vraisemblance et possède

de bonnes propriétés statistiques en plus de sa simplicité de mise en oeuvre et de

son efficacité. Cet algorithme assure une convergence vers un maximum local de

la vraisemblance sous certaines conditions de régularité [Wu83].

Cependant, cet algorithme possède un certain nombre de limitations. D’abord,

la valeur de l’estimateur à la convergence peut être fortement dépendante de son

initialisation. Une autre limitation de l’algorithme EM est que la convergence peut

être lente et l’algorithme peut même se trouver bloqué dans un point selle de la

vraisemblance.

Ces limitations ont donné lieu à des développements complémentaires. Pour
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pallier la limitation de la dépendance de la solution vis à vis de l’initialisation,

il est courant dans la pratique de lancer plusieurs EM pour quelques itérations

depuis des initialisations aléatoires et de choisir la valeur des paramètres associée

à la plus grande vraisemblance comme initialisation d’un autre EM qui lui itèrera

jusqu’à convergence. Parmi les variantes existantes de cet algorithme nous citons

l’algorithme GEM (Generalized EM), proposé par [DLR77], qui permet de simpli-

fier le problème de l’étape maximisation, l’algorithme CEM (Classification EM),

proposé par [CG92], permettant de prendre en compte l’aspect classification lors

de l’estimation, ainsi que l’algorithme SEM (Stochastic EM), proposé par [CD85],

dont l’objectif est de réduire le risque de tomber dans un optimum local de vrai-

semblance. [KK09] a proposé une stratégie pour obtenir une bonne initialisation

(ensemble d’arbres) de l’algorithme EM.

Choix de la taille du mélange

Dans les approches où l’apprentissage des paramètres du mélange est basé sur

l’algorithme EM, la taille m du mélange (nombre de composantes) doit être connue

préalablement et ne peut pas être estimée par MV. Le choix de cette valeur est un

problème important et difficile. Ce paramètre m d’un mélange Fm est couramment

estimé en utilisant la théorie générale de la sélection de modèles. Ce paramètre est

estimé de façon à maximiser la quantité

log(Fm)− amn

avec amn est un terme de pénalisation qui satisfait am+1,n ≥ amn qui décourage

la sélection d’un modèle avec un nombre plus grand de composantes.

Dans le cadre de l’estimation de la densité, les critères les plus couramment

utilisés AIC [Aka70] et BIC [Sch78] paraissent adéquats pour choisir le nombre

m de composantes d’un mélange. Le terme de pénalisation amn s’exprime selon le

choix du critère considéré ([Ler92]). Pour le critère AIC amn = dim(Fm), et pour

le critère BIC amn = (1/2)(log n)dim(Fm) ; où dim(Fm) = m− 1 +m dim(θ).

Plusieurs travaux se sont intéressés à trouver la meilleure valeur de m dans

le cadre de l’estimation de la densité et la classification automatique. Parmi ces

travaux nous citons [Ler92] qui a montré que sous certaines conditions, les critères

de pénalisation de la fonction log-vraisemblance (AIC et BIC) ne sous estiment pas

le vrai nombre de composantes d’un mélange de normales. Citons aussi [RW97]

et [BCG03] qui ont discuté l’utilisation des critères AIC et BIC dans ce cadre
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Figure 3.1. Mélange de deux gaussiennes (bleue et verte) avec des proportions égales (50%). La
densité du mélange est représentée en rouge.

d’estimation de densité.

Estimation par maximum a posteriori

L’algorithme EM peut être simplement modifié pour produire une estimation bayé-

sienne (maximum a posteriori) correspondant à une densité a priori p(Ψ) de Ψ.

L’étape E est effectivement la même que celle correspondant à la recherche du

maximum de vraisemblance de Ψ. L’étape M est différente puisque l’on maximise

p(Ψ|x) au lieu de p(x|λqi ). La fonction de recherche de Ψ(q) dans le processus de

maximisation est augmentée par le log de la densité a priori log p(Ψ). [MP00]

détaille d’avantage l’approche bayésienne pour les mélanges de modèles dans son

chapitre 4.

Ce principe général des mélanges finis de modèles, dont l’apprentissage à partir

de données d’observations se base sur l’algorithme itératif EM, a été appliqué

dans différents domaines et sur différents types de modèles élémentaires tels que

les distributions normales (section 3.3.2) et les modèles graphiques probabilistes

(section 3.3.3). Nous détaillons brièvement dans ce qui suit certains exemples.

3.3.2 Mélanges de gaussiennes

Un modèle de mélange gaussien est une estimation de la distribution de va-

riables aléatoires en utilisant la somme de plusieurs noyaux gaussiens dont la

variance, la moyenne et l’amplitude sont variables. Dans ce cas, les fonctions fk

ont la forme d’une gaussienne.

L’algorithme EM est utilisé pour estimer les paramètres du mélange gaussien

et l’étape M revient alors à calculer, à l’étape q, les estimateurs des paramètres
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d’une distribution gaussienne multivariée (voir Eq. 1.7) et les poids du mélange λi

comme suit :

λ̂qi =
N

(q)
i

N
, N

(q)
i =

N∑
j=1

t
(q)
ij

µ̂qi =
1

N
(q)
i

N∑
j=1

t
(q)
ij xj ,

Σ̂i =
1

N
(q)
i

N∑
j=1

t
(q)
ij (xj − µqi )(xj − µ

q
i )
T

3.3.3 Mélange de modèles graphiques probabilistes

Plusieurs travaux ont considéré que les fonctions fk composantes du mélange

peuvent être des modèles graphiques probabilistes. Nous citons [TMC+97] qui

a utilisé un mélange de DAG appris en utilisant l’algorithme EM. Ce travail a

considéré des problèmes dont les variables sont continues et ayant la forme d’une

distribution normale. [TMCH97] a aussi considéré les variables continues et a

utilisé un mélange de modèles graphiques gaussiens dont l’apprentissage est basé

sur l’algorithme EM.

[CS96] a utilisé un mélange de distributions factorielles sous la forme d’un

modèle de Bayes näıf (où une variable est choisie pour être la variable Classe et

ensuite utilisée pour des problèmes de classification). [KMT96] a aussi utilisé un

mélange de distributions factorielles mais avec une variable Classe cachée pour la

classification. [LD05] a proposé aussi d’utiliser un modèle de Bayes näıf avec une

variable Classe cachée pour l’estimation de probabilité.

Vu que l’apprentissage des modèles graphiques dont la structure est quelconque

est un problème NP-difficile [CGH94], certains travaux se sont restreint à l’utilisa-

tion des modèles à structure simple (arbres, polyarbres...) pour tirer profit de leur

simple manipulation (apprentissage des paramètres et inférence). Citons [MP99]

qui a considéré des mélanges formés par un ensemble de modèles graphiques pro-

babilistes simples dont la structure est un arbre et les variables sont discrètes.

[Kir08, KK09] ont aussi considéré les mélanges d’arbres appris par l’algorithme

EM pour l’estimation de densité multivariée. [LZLT09] a proposé un algorithme à

base de mélanges d’arbres dans le cas de variables discrètes et continues.

Nous détaillons brièvement dans ce qui suit deux algorithmes parmi ceux cités :

NBE proposé par [LD05] et MixTree proposé par [MP99].
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3.3.3.1 Mélange de modèles de Bayes näıfs (NBE)

[LD05] propose une méthode d’apprentissage de modèles de Bayes näıfs pour

l’estimation de la probabilité. La propriété ”näıve” de ces modèles revient à l’in-

dépendance de toutes ses variables X1, . . . , Xn sachant la variable classe C. La

distribution de probabilité de ce modèle peut alors s’écrire

P (X1, X2, . . . , Xn, C) = P (C)
n∏
i=1

P (Xi|C)

La distribution marginale d’une variable X peut être calculée en sommant sur

toutes les valeurs de C :

P (X) =

m∑
k=1

P (C = k)

n∏
i=1

P (Xi|C = k) (3.4)

Avec m la cardinalité de la variable classe C. Ce modèle de Bayes näıf peut être

vu comme un mélange de graphes vides où la dimension de la variable Classe

correspond à la taille du mélange (nombre de composantes du mélange), et {P (C =

k)}k=1,...,m les coefficients du mélange. En effet, l’équation 3.4 peut s’écrire comme

suit :

P (X) =

m∑
k=1

λkP
v
k (X)

avec λk = P (C = k) représente la probabilité que la variable classe C = k, et

P vk (X) =
∏n
i=1 P

v
k (Xi) est la loi jointe du kiéme graphe vide.

Dans [LD05], l’apprentissage des paramètres de ce modèle de Bayes näıf est

basé sur l’algorithme EM. Le principe de cette méthode est décrit par l’algo-

rithme 6. Cet algorithme comprend deux phases essentielles : extension (ajout de

nouvelles composantes au mélange) et raffinement (apprentissage jusqu’à conver-

gence). L’étape de raffinement utilise l’algorithme EM pour apprendre les para-

mètres des composantes et comprend une étape d’élagage qui sert à enlever les

composantes de poids faible du mélange afin d’accélérer la recherche.

[LD05] a montré que les mélanges de graphes vides sont des approximateurs

universels.

3.3.3.2 Mélange d’arbres (MixTree)

Ce mélange d’arbres (proposé par [MP99]) est utilisé pour l’estimation de den-

sité de probabilité. Ce travail a montré que les mélanges d’arbres ont presque
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Algorithme 6 Algorithme NBE ([LD05])

Entrées: D {ensemble de données}
1: Répéter
2: ajouter k éléments au mélange
3: Répéter
4: E step : attribuer des exemples pour les éléments du mélange
5: M step : ré-estimer les paramètres du modèle
6: chaque 5 itérations, élaguer les éléments ayant des poids faibles
7: Jusqu’à convergence sur l’ensemble de données de validation
8: k = 2× k
9: Jusqu’à convergence sur l’ensemble de données de validation

10: exécuter les étapes E et M 3 fois en utilisant tous les données d’apprentissage

les mêmes avantages que les arbres de point de vue temps de calcul. Comme les

mélanges de graphes vides, les mélanges d’arbres sont des approximateurs univer-

sels dans l’espace des distributions. Un mélange d’arbres est défini comme une

distribution de la forme :

Q(X) =
m∑
k=1

λk T
k(X) (3.5)

avec λk ≥ 0, k = 1, . . . ,m;
∑m

k=1 λk = 1.

Les distributions d’arbres T k représentent les composantes du mélange et λk

sont les coefficients de pondération.

Le principe de la méthode MixTree est décrit par l’algorithme 7. L’apprentis-

sage des paramètres du mélange d’arbres se fait par une procédure basée sur le

principe de l’algorithme EM décrit dans la section 3.3.1. La structure des arbres

éléments du mélange se fait par le moyen de l’algorithme MWST (Algorithme 3).

La complexité en temps de calcul de cette méthode par itération de l’algorithme

EM est quadratique O(n2) en fonction du nombre de variables. La complexité en

espace mémoire de cette méthode est aussi quadratique en fonction du nombre de

variables.

3.4 Mélanges de modèles par échantillonnage

Dans la section précédente, nous avons présenté différents mélanges de modèles

finis utilisant l’algorithme EM pour l’apprentissage des paramètres. Ces approches

utilisent des techniques spécifiques à chacun des domaines pour construire le mé-
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Algorithme 7 Algorithme MixTree ([MP99])

Entrées: D = x1, ..., xN {ensemble de données}
M = {m,k , λk, k = 1, ..,m} {modèle initial}

1: Répéter
2: E step : pour k = 1, ...,m, i = 1, ..., N
3: calculer γik {les probabilités a posteriori de chaque arbre ayant

généré une donnée xi}
4: calculer P k(Xi) {distribution de probabilité sur les données }
5: M step : pour k = 1, ...,m
6: calculer les poids λk
7: calculer les marginales P kv , P kuv, u, v ∈ V
8: calculer les informations mutuelles Ikuv, u, v ∈ V
9: ETk ← ComputeMWST ({Ikuv})

10: T kuv ← P kuv, T
k
v ← P kv pour (u, v) ∈ ETk

11: Jusqu’à convergence

lange de modèles. Nous présentons dans cette section d’autres approches dont le

principe de construction du mélange est basé sur l’échantillonnage dans l’espace

des modèles et le principe du Perturb et Combine.

3.4.1 Cadre général : Principe du Perturb and combine

Un modèle (de classification ou de régression) est dit instable si une pertur-

bation mineure dans l’ensemble d’apprentissage ou dans le processus de construc-

tion peut entrâıner des changements importants dans le prédicteur résultant. Ces

méthodes instables peuvent être améliorées au sens de leur performance par le

principe du Perturb & Combine [Bre98].

L’idée du Perturb & Combine, décrite par la figure 3.2, consiste à générer plu-

sieurs versions du prédicteur en perturbant l’ensemble des données d’apprentissage

ou la méthode de construction du prédicteur. Ensuite, il faut combiner ces diffé-

rentes versions pour en former un seul prédicteur. Nous utilisons la notation P&C

(Perturb & Combine) pour désigner ce type d’approches. Ce principe de P&C a

été initialement exploité dans le domaine de la classification et la régression avec

les arbres de décision [Geu01, Ber09].

Dans le domaine de l’estimation de la densité, ce principe P&C a été appliqué

par [Rid02].

Nous essayerons dans la suite de cette partie de définir un protocole pour la
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S. Ammar et al. Mélanges de modèles sous-quadratiques (22/23)Figure 3.2. Principe du Perturbe & Combine

construction d’un mélange de modèles dans ce cadre de P&C.

Soit D un ensemble de données d’observations. La construction d’un mélange

de m modèles peut être divisé en 4 étapes :

1. Génération des données Di à partir des données observées

2. Génération des modèles Mi composant le mélange

3. Estimation des paramètres θi des modèles Mi constituant le mélange

4. Détermination des proportions λi du mélange

La perturbation sur ce protocole peut être considérée au niveau de plusieurs

étapes.

– Un premier niveau : Perturbation des données où chaque élément (com-

posant) du mélange est appris sur un ensemble de données d’apprentissage

différent. Parmi les méthodes de manipulation des données d’apprentissage,

nous retrouvons les principes de Bagging et de Boosting, dont nous parlons

plus en détails dans les sections 3.4.2.1 et 3.4.2.2.

– Un deuxième niveau : Perturbation de la construction des modèles

du mélange. les méthodes de ce niveau s’intéressent plus particulièrement

quant à elles à l’algorithme de génération des modèles élémentaires consti-

tuant le mélange. L’idée est généralement d’utiliser des paramétrages dif-

férents chaque fois qu’un modèle élémentaire est utilisé avec l’algorithme
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Dbootstrap = {xk−1, xN , x1, xk, xN , x3, xk, xN , ...}N ′

D = {x1, x2, x3, ..., xk−1, xk, xk+1, ..., xN}

Figure 3.3. Principe du bootstrap

d’apprentissage. Par exemple, lorsqu’on génère un réseau bayésien, sa struc-

ture peut être apprise par l’un des algorithmes d’apprentissage de structure

standard (certains nécessitant des initialisations pouvant être différentes ou

aléatoires) ou échantillonnée aléatoirement.

Nous détaillons maintenant les différentes possibilités de perturber chacune de

ces étapes.

3.4.2 Perturber les données d’apprentissage

3.4.2.1 Bagging

Le Bagging ”Bootstrap aggregating” est une méthodes d’agrégation de pré-

dicteurs introduite dans [Bre96a]. Elle consiste à générer plusieurs versions de

prédicteurs et les agréger pour en former un seul. Chaque prédicteur est appris à

partir d’un sous-ensemble de données (copie Bootstrap) généré à partir des don-

nées réelles par le principe du Bootstrapping [ET93]. Chaque prédicteur est alors

appris sur un ensemble d’apprentissage différent.

Plusieurs versions de constitution des copies Bootstrap ont été proposées. A la

base, pour construire une copie Bootstrap Di à partir d’un ensemble de données

d’apprentissage initial D = {x1, x2, . . . , xN} de taille N , on tire uniformément et

avec remise N ′ ≤ N exemples de D. Di peut contenir des exemples dupliqués

grâce au tirage avec remise. La figure 3.3 illustre un exemple de déroulement de

ce principe.

Le Bagging a eu son succès dans le domaine de la classification [ZY08] et la

régression. Cette technique permet de réduire la variance de l’estimateur final en

combinant plusieurs modèles différents et d’éviter le sur-apprentissage. Elle permet

aussi d’atténuer l’instabilité de modèles instables comme les arbres de décisions.

Plusieurs travaux ont utilisé le principe du Bagging. Citons [Ber09] qui a utilisé

le Bagging avec la technique du Boosting pour l’induction des forêts aléatoires pour

la classification.
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Dans le contexte de l’estimation de densité, le Bagging de distributions nor-

males a été proposé par [Rid02] pour contrôler la variance d’un modèle de mélange

utilisant la technique du Boosting.

3.4.2.2 Boosting

Le Boosting a été introduit par [Sch90] comme une méthode incrémentale

qui permet de combiner des modèles ‘faibles’ pour construire un ‘bon’ modèle

final. Ce principe permet d’améliorer la performance de n’importe quel algorithme

d’apprentissage.

AdaBoost (Adaptive Boosting), l’algorithme original du Boosting, a été pro-

posé par [FS95] pour résoudre des problèmes de la classification. AdaBoost ap-

prend séquentiellement des modèles faibles à partir d’une distribution des exemples

d’apprentissage. D’une itération à l’autre, chaque exemple est pondéré en fonction

de sa difficulté à être classé avec le classifieur courant. La perturbation au niveau

de ce principe (comme c’est la cas dans le Bagging) est alors effectuée sur les don-

nées d’apprentissage de chaque modèle. Plusieurs variantes du Boosting ont été

proposées, citons parmi ces variantes le stacking [Wol92] et l’arcing [Bre96b].

Le Boosting est largement utilisé dans le domaine de la classification avec dif-

férents types de classifieurs : les arbres de décision [Ber09], les réseaux bayésiens

dynamiques [CRPP02], les réseaux Bayésiens näıfs [JPR08] et les réseaux de neu-

rones [HPBM08].

Dans le contexte de l’estimation de densité, [Rid02] a proposé un algorithme

de Boosting (et Bagging) de distributions normales. [RS02] a appliqué le principe

du Boosting sur les réseaux bayésiens, comme modèles faibles, pour l’estimation

de densité de probabilité. Dans le même cadre, [TSE02] ont appliqué ce principe

sur des automates probabilistes fini.

3.4.3 Perturber la génération des modèles

3.4.3.1 Échantillonnage aléatoire

Pour pousser la diversité entre les modèles d’un mélange, il est possible d’utili-

ser une méthode d’échantillonnage aléatoire pour générer l’ensemble de ses compo-

santes. Dans ce cas, les fk sont générées par un échantillonnage dans tout l’espace

des modèles possibles. L’échantillonnage dans l’espace des modèles peut être ef-

fectué selon une loi uniforme ou conformément à une autre loi comme l’utilisation

des chaines de Markov. Dans ce cas, les paramètres des modèles fk seront aléa-
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toires ou appris à partir de données, qui peuvent eux aussi subir une opération de

perturbation (voir section suivante).

Les paramètres du modèle de mélange (les proportions λi) peuvent aussi être

aléatoires (uniformes par exemple) ou appris à partir des données par le principe

du MV ou encore le MAP.

L’échantillonnage aléatoire de modèles a eu un succès énorme dans le cadre de

la classification, notamment avec les forêts aléatoires initialement proposées par

[Bre01]. Une forêt aléatoire est une combinaison d’arbres de décision construits

à partir d’une réalisation d’un vecteur aléatoire de paramètres. Il a été montré

que ces méthodes étaient particulièrement compétitives par rapport à l’un des

principes d’apprentissage les plus efficaces, i.e. le Boosting.

3.4.3.2 Perturber un algorithme d’apprentissage

Il est possible de perturber un algorithme d’apprentissage en affaiblissant sa

procédure de recherche, par exemple diminuer le degré d’optimisation en fixant

un critère de convergence large, ou en fixant (générer aléatoirement) certains pa-

ramètres susceptibles de varier comme des initialisations. Ce type de perturbation

ne peut pas être généralisé et reste spécifique à un algorithme donné. Par exemple,

il est possible d’affaiblir un algorithme d’apprentissage à base de réseaux de neu-

rones en générant aléatoirement les poids initiaux. Dans l’induction des arbres de

décision, pour chaque noeud, un test est sélectionné parmi un ensemble de candi-

dats. Il est alors possible de perturber cette procédure en choisissant aléatoirement

un test parmi un ensemble des meilleurs candidats. Cette idée a été appliquée par

[Die00] pour induire un ensemble d’arbres de décision.

3.5 Mélange de réseaux bayésiens

Lorsque l’espace des structures M et les paramètres ΘM correspondant est

l’espace des réseaux Bayésiens ou l’espace des réseaux de Markov sur X, des ap-

proximations doivent être faites pour rendre possible le calcul de l’équation (3.3).

Par exemple pour les réseaux Bayésiens, [CH97] a montré que l’équation (3.2) peut

être approchée par l’estimation de la vraisemblance avec les paramètres de proba-

bilité maximum a posteriori θ̃M = arg maxθM P (θM |M,D), avec une distribution

de Dirichlet (paramétrée par ses coefficients αi) pour la distribution a priori des

paramètres P (θM |M).
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Une autre approximation à considérer est celle permettant de simplifier la

sommation sur toutes les structures M possibles. Comme la taille de l’ensemble

des structures des modèles graphiques possibles est super-exponentielle en fonction

du nombre de variables (voir section 2.6.3), la somme de l’équation (3.1) doit

en pratique être calculée sur un sous-espace fortement contraint M̂ obtenu par

exemple par des méthodes d’échantillonnage [MR94, MY95, FK00], rapportant

ainsi l’approximation à

P
M̂

(X|D) =
∑
M∈M̂

P (M |D)P (X|θ̃M ,M). (3.6)

Notons ici que cette équation est encore une fois simplifiée lorsque des méthodes

d’apprentissage de structure classiques sont utilisées, en ne retenant que le modèles

M = M̃ qui maximise P (M |D) sur M :

PM̃ (X|D) = P (X|θ̃M̃ , M̃). (3.7)

3.6 Problèmes des espaces de grande dimension

Dans le cadre de grandes dimensions, les données sont relativement trop petites

devant la taille du problème. Ce cadre favorise bien l’apparition du phénomène de

sur-apprentissage déjà évoqué dans la section 1.5.

Le problème du sur-apprentissage survient le plus souvent lorsqu’on veut ap-

prendre un modèle très complexe (grand nombre de paramètres ou variables) à

partir d’un petit ensemble de données. Dans le contexte de notre travail, le sur-

apprentissage est un vrai problème. Les mélanges de modèles faibles permettent

ainsi de ne pas chercher à optimiser un modèle complexe mais essayer de faire l’es-

timation en utilisant un ensemble de plusieurs modèles moins complexe et facile à

manipuler.

[HZ] a montré que, lorsque la taille des données est relativement petite, l’uti-

lisation du Bayesian Model Averaging sur plusieurs ordres des noeuds permet

d’améliorer la qualité de classification des réseaux bayésiens par rapport à l’utili-

sation d’un seul ordre sur ces noeuds.

Dans la pratique, on utilise généralement des modèles simples, soit parce qu’il

n’y a pas assez de données pour estimer le «vrai» modèle (tous les paramètres

d’un modèle), ou parce que les a priori disponibles sur le problème sont partiels.

La perturbation des données (par Bagging par exemple) permet aussi de pal-
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lier à ce problème et introduire de la variabilité dans les données qui serviront à

l’apprentissage de chaque élément du mélange, et par la suite introduire une diver-

sité des modèles constituant le mélange. [Bre96b] a montré que le Bagging, avec

des poids uniformes, évite le sur-apprentissage. De plus, le Bagging permet une

amélioration de l’estimation grâce à la diversité qu’il engendre dans les modèles

élémentaires.

Par contre, dans le cadre de la classification, [Dom00] a montré que le Bayesian

Model Averaging n’évite pas le problème de sur-apprentissage présent lors d’une

sélection de modèle et tend à l’aggraver. Cette tendance au sur-apprentissage dé-

rive de la sensibilité de la vraisemblance aux fluctuations dans les données, et

elle augmente avec le nombre de modèles considéré. Lorsque le Bagging est utilisé

(avec des poids uniformes), chaque modèle est appris à partir d’un sous-ensemble

des données initiales, ce qui élimine le phénomène de sur-apprentissage du modèle

final.

L’apprentissage de mélanges de modèles en utilisant l’algorithme EM peut

souffrir lui aussi des difficultés que peut rencontrer ce dernier dans l’espace de

grande dimension. En effet, le risque de converger vers un optimum local est de plus

en plus élevé dans ce cadre de grande dimension ce qui revient au phénomène de

l’espace creux. Les solutions comme le lancement de l’algorithme d’apprentissage

plusieurs fois à partir de différentes initialisations peut s’avérer coûteux et peu

bénéfique devant la grande dimension de l’espace.

Un autre problème survient dans les espaces de grande dimension. Il est dif-

ficile de faire l’apprentissage de modèles complexes ayant un très grand nombre

de variables (donc un grand nombre de paramètres à estimer) de point de vue

complexité algorithmique et passage à l’échelle. En effet, plusieurs algorithmes

d’apprentissage efficace en petite dimension s’avèrent très complexes et voir non

réalisables dès que le nombre de variables dépasse un certain seuil. La technique

des mélanges de modèles ”simples” s’avère une bonne solution pour pallier à ce

problème vu que ce sont des méthodes ”scalables” aux grandes dimensions. Par

exemple, l’apprentissage d’un réseau bayésien quelconque (DAG) est NP-difficile

en fonction du nombre de variables tandis que l’apprentissage d’un arbre optimal

peut être effectué efficacement et selon une complexité quadratique en fonction de

la taille du problème.
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3.7 Conclusion

Dans ce chapitre, nous avons présenté en premier temps le principe général

des mélanges de modèles ainsi que le cadre général de cette approche. Nous avons

ensuite présenté les différentes techniques d’apprentissage de mélanges de modèles

de taille finie : des techniques basées sur l’algorithme EM, et d’autres basées sur

le principe du Perturb et Combine.

Ensuite nous avons présenté un algorithme générique pour l’apprentissage de

mélanges de modèles basé sur le principe du P&C en discutant les différentes pos-

sibilités d’instantiation de ses étapes. Nous avons ensuite présenté dans la section

3.5 les mélanges de réseaux Bayésiens.

La dernière section 3.6 a servi à discuter des problèmes des espaces de grande

dimension qui se résument en deux types de problèmes théorique et pratique : le

problème du sur-apprentissage et la ”non scalabilité” des modèles complexes ayant

un grand nombre de paramètres. Nous avons évoqué dans cette même section

quelques solutions qui peuvent pallier à tous ces problèmes, notamment le principe

du P&C et l’utilisation de modèles simples.

Pour toutes les raisons théoriques (bonne qualité d’estimation et pas de sur-

apprentissage) et pratiques (scalabilité aux grandes dimensions) évoquées dans

la section 3.6, nous nous orientons dans ce travail vers l’application du principe

P&C à l’espace des modèles graphiques probabilistes pour apprendre des mélanges

de modèles simples (arbres et polyarbres). Nous suivons le protocole décrit dans

3.4.1 pour apprendre un mélange de modèles simples et nous appliquons différentes

stratégies pour perturber les données et/ou la procédure de génération des modèles

composant le mélange.

Nous présenterons dans les deux chapitres suivants notre contribution dans

ce domaine de l’estimation de la densité de probabilité par mélanges aléatoires

de modèles graphiques probabilistes simples. Ce travail s’inscrit dans le cadre

spécifique de la plupart des problèmes réels actuels, où le nombre d’observations

disponible est très faible devant la très grande dimension du problème.







Chapitre 4

Mélanges aléatoires d’arbres

pour l’estimation de densité

4.1 Introduction

Dans le cadre des problèmes de grande dimension (grand nombre de variables),

nous nous intéressons à proposer des techniques d’estimation de la densité qui

passent à l’échelle. Pour cela, nous proposons dans ce travail de tirer profit des

avantages du principe P&C en l’appliquant dans le cadre de l’estimation de densité

en utilisant les modèles graphiques probabilistes.

Nous considérons en premier temps des mélanges de modèles simples (arbres

et polyarbres) générés aléatoirement selon une loi uniforme dans l’espace des mo-

dèles possibles. L’apprentissage du mélange ne se fait pas par l’algorithme itératif

EM classiquement utilisé, mais selon une méthode directe, décrite dans la section

4.2, où les paramètres sont estimés séparément pour chaque modèle. Quand aux

paramètres relatifs aux proportions du mélange, ils sont estimés indépendamment

des autres paramètres.

Nous commençons dans la première section de ce chapitre par présenter les

propriétés des polyarbres ainsi que les mélanges de ces modèles simples. Nous

présentons ensuite notre algorithme général pour l’apprentissage d’un mélange de

modèles simples. La section 4.3 est consacrée à décrire différentes variantes de

cet algorithme général en exploitant le principe du P&C ainsi qu’une étude de la

complexité de cet algorithme général.

Ces différentes variantes ont fait le sujet de plusieurs publications scientifiques.

Une première publication [ALDW08b] à été présentée dans The Annual Belgian-
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Dutch Machine Learning Conference. La méthode décrite dans la section 4.3.1 a

fait le sujet d’une seconde publication ([ALW08]) dans les 4èmes Journées Fran-

cophones sur les Réseaux Bayésiens, ensuite elle a été mieux détaillée dans une

autre publication ([ALDW08a]) lors du 4ème workshop européen The European

Workshop on Probabilistic Graphical Models.

La méthode décrite dans la section 4.3.2 a été publiée ([ALDW09b]) dans la

10ème conférence européenne European Conference on Symbolic and Quantitative

Approaches to Reasoning with Uncertainty, et présentée ([ALDW09a]) lors de la

Conférence francophone sur l’APprentissage artificiel.

Dans la section 4.4, nous présentons un protocole expérimental que nous avons

suivi pour tester et valider notre approche. Nous concluons ce chapitre par une

présentation et une discussion de nos résultats pour cette proposition.

4.2 Algorithme général

Nous avons vu dans le chapitre 2 que les structures arborescentes (arbres, poly-

arbres) ont l’avantage de pouvoir effectuer efficacement les algorithmes d’inférence

et d’apprentissage selon une complexité raisonnable. Pour cela, nous proposons

d’utiliser ces modèles simples pour répondre aux besoins du cadre dans lequel

nous travaillons (espaces de grande dimension).

4.2.1 Les polyarbres et leurs propriétés

Un polyarbre est défini par une structure de graphe P sans circuits et dirigée

dont le squelette est sans cycles et connecté, l’ensemble des noeuds en bijection

avec X = {X1, . . . , Xn} et l’ensemble des densités conditionnelles PP (Xi|paP (Xi)),

où paP (Xi) représente l’ensemble des variables en bijection avec les parents de Xi

dans P .

La structure P peut être exploitée pour l’inférence probabiliste par PP (X)

en utilisant l’algorithme de Messages locaux avec une complexité algorithmique

linéaire en fonction du nombre de variables n (voir section 2.3.2).

4.2.2 Les mélanges de polyarbres

Une distribution de mélange P
P̂
(X1, . . . , Xn) sur un ensemble P̂ =

{P1, . . . , Pm} de m polyarbres est définie comme une combinaison convexe de
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Algorithme 8 Algorithme : Apprentissage de mélanges de polyarbres (structures
arborescentes)

1: Pour i = 1 to m Faire
2: Di = DrawData(D),
3: Ti = DrawPolytree,
4: θ̃Ti = LearnPars(Ti, D)
5: Fin Pour

6: (λi)
m
i=1 = CompWeights((Ti, θ̃Ti)

m
i=1, D)

7: return
(
λi, Ti, θ̃Ti

)m
i=1

.

densités élémentaires de polyarbres, ie.

P
P̂
(X) =

m∑
i=1

λiPPi(X), (4.1)

où λi ∈ [0, 1] et
∑m

i=1 λi = 1.

Même si les modèles de polyarbres imposent des restrictions fortes sur le type

des densités qu’ils peuvent fidèlement représenter, les mélanges de polyarbres,

comme les mélanges d’arbres, sont des approximateurs universels.

4.2.3 Apprentissage de mélanges aléatoires de polyarbres

Notre procédure générique pour apprendre une distribution aléatoire de mé-

lange de polyarbres à partir d’ensemble de données D est décrite dans l’algorithme

8. Le principe de cet algorithme est basé sur le principe du P&C décrit dans la

section 3.4.1 d’une part, et sur les méthodes d’échantillonnage décrites dans la

section 3.4.3 d’autre part. Ces choix reviennent à plusieurs raisons. D’abord, le

principe du Perturb nous permet d’échapper au phénomène du sur-apprentissage

assez fréquent lorsque l’on veut optimiser un estimateur complexe à partir d’un

ensemble faible de données. De plus, échantillonner dans l’espace de recherche nous

permet de réduire la complexité algorithmique de nos mélanges (nous n’aurons pas

à apprendre la structure d’un modèle) ce qui facilitera le passage à l’échelle de nos

méthodes.

Cet algorithme général, décrit dans l’algorithme 8, reçoit en entrée les variables

X, les données d’apprentissage D, la taille maximale du mélange m et quatre

procédures DrawData, DrawPolytree, LearnPars, CompWeights.

A l’itération i, la procédure DrawData permet de générer un ensemble de
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données Di à partir de l’ensemble initial D. La procédure DrawPolytree génère une

structure Ti de polyarbre et la procédure LearnPars est relative à l’apprentissage

des paramètres de la structure Ti. La quatrième procédure CompWeights retourne

les coefficients de pondération λi de tous les modèles.

Il est possible d’appliquer le principe P&C au sein de cet algorithme à différents

niveaux. En effet, la procédure DrawData peut être perturbée par exemple en ap-

pliquant l’une des méthodes de perturbation des données d’apprentissage décrites

dans la section 3.4.2 (Bagging, Boosting, etc). De plus, la procédure DrawPolytree

permet de perturber la génération des modèles du mélange en la randomisant (voir

section 3.4.3). La procédure CompWeights permet ensuite de calculer, selon dif-

férentes politiques, les coefficients du mélange qui serviront pour combiner les

modèles simples et en former un seul.

En ce qui concerne l’apprentissage des paramètres d’une structure Ti par la

procédure LearnPars à partir de données, nous utilisons le principe de la méthode

bayésienne MAP décrite dans la section 1.3.3 avec des a priori uniformes de Diri-

chlet. Ce choix revient au fait que nous ne disposons que de très peu d’échantillons

en comparaison avec le nombre de variables du problème.

Nous avons exploité, dans ce travail, ces différents degrés de liberté. Plusieurs

variantes sont étudiées dans la section 4.3. En effet, nous présentons dans la section

4.3.1 deux types de mélanges de modèles simples où le principe du P&C a été

appliqué sur la procédure de génération de modèles simples, le premiers formé

par un ensemble de polyarbres, tandis que le deuxième est formé par un ensemble

d’arbres dirigés.

La section 4.3.2 est consacrée à présenter un autre type d’instanciation de

notre algorithme général en appliquant le principe du P&C pour perturber les

données d’apprentissage. Nous étudierons dans cette section l’apport de la pertur-

bation de l’ensemble de données d’apprentissage tout en optimisant la procédure

de génération des composants du mélange.

La dernière variante de notre algorithme général est décrite dans la section

4.3.3. Cette perturbation porte sur la procédure qui permet de générer les coeffi-

cients de pondération des composants du mélange.

Ces différentes instanciations sont ensuite évaluées par le moyen d’un protocole

expérimental en comparaison avec différentes méthodes de l’état de l’art, notam-

ment les méthodes décrites dans la section 3.3.3.
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4.3 Variantes de l’algorithme général

L’algorithme générique 8 est constitué principalement de quatre procédures.

Chacune de ces procédures peut subir une opération de perturbation.

Nous détaillons dans la suite un ensemble de politiques de perturbation de

chacune de ces procédures et nous étudions l’impact de ces perturbations sur la

qualité du modèle final.

4.3.1 Génération aléatoire de structures arborescentes (arbres et

polyarbres)

4.3.1.1 Généralités

Nous proposons dans un premier temps deux variantes pour la procédure

DrawPolytree. La première (DrawRndPolytree) consiste à générer aléatoirement

un ensemble de polyarbres pour construire le mélange de modèles simples. La

seconde (DrawRndTree) consiste à se restreindre à l’espace des arbres (dirigés).

Dans ce cas, la procédure DrawData de l’algorithme général 8 n’a pas de sens

puisqu’on ne perturbe pas les données. Cette procédure est alors une fonction

identité qui renvoie l’ensemble de données initial D à Di.

La génération des modèles de polyarbres ou des arbres se fait selon une loi

uniforme. La procédure de génération de ces modèles simples est celle décrite

dans [Qui89]. Elle se base sur les propriétés de codage de Prûfer pour les struc-

tures d’arbres. Prûfer a établit une bijection entre l’ensemble des arbres complète-

ment étiquetés à n noeuds et l’ensemble de listes de (n− 2) nombres entiers dans

{1, 2, . . . , n} (répétition autorisée)

Pour construire un arbre non dirigé à n noeuds, les étapes sont décrites dans

l’algorithme 9.

L’algorithme 9 nous permet de générer une structure d’arbre non orientée selon

une loi uniforme. En effet, la probabilité de générer aléatoirement un entier dans

{1, 2, . . . , n} est égale à 1/n. La probabilité d’une liste de taille n − 2 dans cet

ensemble est alors p = 1/nn−2. Le théorème de Cayley montre que le nombre

d’arbres à n noeuds est nn−2. Comme il existe une bijection entre les listes à

(n − 2) nombres entiers et les arbres à n noeuds, notre génération se fait donc

selon une loi uniforme.

L’orientation des arcs de ces arbres étiquetés peut se faire en utilisant un algo-

rithme classique de parcours en profondeur. Nous utilisons pour cela un algorithme
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Algorithme 9 Algorithme : Génération de structure arborescente non orientée

Entrées: n {nombre de variables (noeuds)}
Pour i = 1, . . . , n− 2 Faire

Générer un entier ai uniformément dans {1, 2, . . . , n}
a← a ∪ {ai}

Fin Pour
b← (1, 2, . . . , n)
Tantque a 6= ∅ Faire

Chercher t1 le plus petit entier dans b non dans a,
Joindre a1 à t1 pour former une arête dans l’arbre T
a← a \ {a1}
b← b \ {t1}

Fin Tantque
Joindre les deux entiers restant dans b pour former la dernière arête de l’arbre
T

return T

qui nous fournit un ordre de visite sur les arcs du graphe en partant d’un noeud

racine. Le noeud racine est tiré au hasard parmi les n noeuds du graphe.

4.3.1.2 Génération aléatoire et uniforme d’arbres (DrawRndTree)

Pour générer un arbre orienté, nous utilisons l’algorithme 9 pour générer une

structure non orientée. Ensuite, l’orientation des arcs se fait en utilisant un al-

gorithme classique de parcours en profondeur qui nous fournit un ordre de visite

sur les arcs du graphe en partant d’un noeud racine. Le noeud racine est tiré au

hasard parmi les n noeuds du graphe. Cette orientation se fait dans un seul sens

(du noeud dont l’indice est le plus petit vers celui dont l’indice est le plus grand),

ceci pour garantir une structure d’arbre sans V-structures.

Cette démarche nous garantit un échantillonnage uniforme dans l’espace des

arbres dirigés. En effet, la génération de la structure est uniforme dans l’espace

des arbres non orientés. De plus, la procédure d’orientation de cette structure se

fait d’une façon déterministe une fois le noeud racine est choisi. Il existe alors n

possibilités pour transformer un arbre non orienté de n noeuds en un arbre orienté.

Comme nous choisissons le noeud racine aléatoirement et selon une loi uniforme

de probabilité égale à 1/n, alors cette procédure d’orientation d’une structure est

uniforme aussi.

En conclusion, la démarche de générer un arbre orienté se fait selon une loi



4.3 Variantes de l’algorithme général 103

uniforme dans l’espace des arbres (dirigés).

Il est à remarquer aussi que cette procédure est aussi uniforme dans l’espace

des classes d’équivalence de Markov relatives aux structures d’arbres. En effet,

une classe d’équivalence de Markov relative à des structure d’arbre est représentée

par l’arbre non orienté généré par la procédure décrite dans l’algorithme 9 selon

une loi uniforme. Donc la génération de la structure non orientée correspond à la

désignation de la classe d’équivalence de l’arbre orienté final.

4.3.1.3 Génération aléatoire et uniforme de polyarbres (DrawRndPo-

lytree)

Pour générer un polyarbre, nous utilisons l’algorithme 9 pour générer une struc-

ture arborescente non orientée. Ensuite, les arêtes de l’arbre non orienté sont par-

courues en utilisant un algorithme de parcours en profondeur en partant d’un

noeud racine. Cette fois ci, l’orientation d’un arc n’est pas donnée par le sens de

parcours mais par une loi aléatoire uniforme (p = 1/2).

Comme l’orientation des arcs se fait d’une façon indépendante pour chaque

arc et selon une loi uniforme, la procédure d’orientation d’un arbre non dirigé en

un polyarbre est également faite selon une loi uniforme pour un arbre non dirigé

fixé. En effet, le nombre total de polyarbres qui peuvent être générés à partir d’un

arbre non orienté est alors n 2(n−1), et la probabilité d’avoir un polyarbre est de

1/n2(n−1).

En conclusion, la génération d’un polyarbre orienté se fait selon une loi uni-

forme dans l’espace des polyarbres.

Contrairement aux cas des arbres dirigés, la génération des polyarbres n’est

pas uniforme dans l’espace des représentants des classes d’équivalence de Markov.

L’exemple de la figure 4.1 montre que deux classes d’équivalences relatives à un

même nombre de variables sont de tailles différentes. La première classe peut

contenir jusqu’à quatre polyarbres équivalents au sens de Markov, tandis que la

deuxième ne peut contenir qu’un seul polyarbres. Cet exemple montre bien que la

deuxième classe d’équivalence est moins probable que la deuxième à cause de sa

taille réduite.
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Figure 4.1. Exemple de deux classes d’équivalences de Markov possibles pour une même structure
non orientée, ainsi que les différents éléments de chaque classe d’équivalence de Markov

4.3.2 Perturbation des données d’apprentissage par Bootstrap-

ping

Nous proposons dans cette section une nouvelle variante pour la génération

des modèles simples constituant le mélange. Dans la section 4.3.1, le principe

du Perturb est appliqué à la génération aléatoire d’une structure (d’arbre ou de

polyarbre). Nous proposons maintenant d’appliquer le principe du P&C sur les

données d’apprentissage. La technique de perturbation des données utilisée est le

Bootstrapping décrite dans la section 3.4.2.1. Le but de cette perturbation des

données est de tirer profit des avantages du Bagging dans le cas où le nombre

d’échantillons disponibles est limité en comparaison avec la taille du problème.

La génération des modèles du mélange ne se fait plus aléatoirement mais à

l’aide de l’algorithme MWST, décrit par l’algorithme 3 de la section 2.8.2, sur les

données Bootstrappés.

Le principe de cette variante est décrit par l’algorithme 10.

Le principe de l’algorithme 10 est le même que l’algorithme générique 8. La

procédure DrawData correspond dans ce cas à la génération d’une copie bootstrap

Di à partir de D (BootstrapReplica), et la procédure de génération du modèle Ti

correspond à la recherche de l’arbre de poids maximal (algorithme MWST) sur les

données Di. La procédure DrawPolytree dans l’algorithme 8 est alors remplacée
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Algorithme 10 Algorithme : Apprentissage de mélanges d’arbres de Markov

Pour i = 1 to m Faire
Di ← BootstrapReplica(D),
Ti = LearnMWST(Di),
θ̃Ti = LearnPars(Ti, Di)

Fin Pour

(λ)mi=1 = CompWeights((Ti, θ̃Ti)
m
i=1, D)

return
(
λi, Ti, θ̃Ti

)m
i=1

.

par la procédure LearnMWST dans l’algorithme 10.

4.3.3 Calcul des coefficients du mélange

Nous avons vu dans la section 3.3.1 que les proportions du mélange peuvent

être appris itérativement par l’algorithme EM à partir des données conjointement

avec les paramètres des composantes du mélange. Nous proposons dans notre al-

gorithme général d’estimer directement ces paramètres. Il est possible d’appliquer

à l’extrême le principe du P&C sur cette étape de notre algorithme générique

et imaginer une génération aléatoire des poids du mélange. Nous proposons dans

cette partie d’utiliser, étudier et comparer deux schémas de pondérations (moins

aléatoires) : un premier schéma uniforme et un second schéma Bayésien calculé en

fonction de la probabilité a posteriori des modèles composant le mélange sachant

les données D. Ces derniers poids sont notés BDeu, puisqu’ils sont calculés en

fonction du score BDeu de chaque modèle Ti (voir section 2.6.3).

Dans le cas où les coefficients sont uniformes, la procédure CompWeights cor-

respond à attribuer un poids uniforme λi = 1/m pour chaque élément Ti du

mélange, avec m est la taille du mélange.

Les poids BDeu sont calculés de la façon suivante :

λi = ScoreBDeu(Ti, D)/
m∑
k=1

ScoreBDeu(Tk, D)

où le scoreBDeu est donné par l’équation 2.5 dans le cas discret.

La normalisation par la somme des scores est nécessaire pour avoir une somme

des poids égale à 1.

Pour des raisons pratiques, nous remplaçons le scoreBDeu par la quantité sui-

vante : exp(ScoreBDeu(Ti, D) −maxScores), où maxScores est le score le plus
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élevé pour les modèles du mélange. Cette nouvelle formule du scoreBDeu nous per-

met de privilégier le meilleur modèle dans le mélange en lui attribuant un poids

très important par rapports aux autres modèles.

Le premier schéma de pondération donne le même poids pour tous les modèles.

Dans le deuxième, on récompense les meilleurs modèles au sens de probabilité a

posteriori. Le score BDeu permet donc de mesurer la qualité d’un modèle sachant

les données.

4.3.4 Complexité en temps et en espace

Puisque nous nous intéressons en particulier aux domaines de grande dimen-

sion (grand nombre de variables), la complexité algorithmique et espace mémoire

doivent être considérés et étudiés pour garantir le passage à l’échelle de nos mé-

thodes et préciser leurs limites. On ne s’intéresse alors qu’a l’étude de la complexité

en fonction de n.

4.3.4.1 Complexité en temps

Nous commençons par étudier la complexité de chacune des procédures de

l’algorithme général, ensuite nous en déduisons la complexité totale de chacune

des variantes.

La première procédure de notre algorithme général DrawData n’est pas utili-

sée lorsque nous n’effectuons pas de perturbation sur les données d’apprentissage

(section 4.3.1). Dans le cas des méthodes à base de Bagging (section 4.3.2), la gé-

nération d’une copie bootstrap à partir des données initiales nécessite exactement

la génération aléatoire de N ′ nombres aléatoires entre 1 et N (version standard

du bootstrap), donc une complexité linéaire en fonction du nombre d’échantillons

dans la base de données initiale. Elle ne dépend pas du nombre de variables.

La génération aléatoire d’arbres (polyarbres) (variante DrawRndPolytree et

DrawRndTree) est de complexité algorithmique linéaire en fonction du nombre

de variables considérées donc O(n). La recherche de l’arbre de poids maximal en

utilisant l’algorithme MWST est de complexité quadratique, O(n2 log(n)).

L’apprentissage des paramètres d’une structure arborescente est aussi linéaire

en fonction du nombres de variables et du nombre de données, donc une complexité

O(n).

En ce qui concerne le calcul du poids de chaque élément dans le mélange, un

poids uniforme nécessite une seule opération de division (1/m), tandis que le calcul
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Table 4.1. Complexité des différentes procédures de l’algorithme général

Procédure complexité

DrawData O(1)

DrawPolytree O(n)

LearnMWST O(n2 log(n))

LearnPars O(n)

CompWeightsUnif O(1)

CompWeightBDeu O(n)

du score BDeu de la structure est linéaire en fonction de n comme il s’agit d’un

score décomposable.

Le tableau 4.1 récapitule la complexité des différentes procédures de notre

algorithme général ainsi que les différentes variantes.

La construction d’un mélange d’arbres (ou de polyarbres) aléatoires va utiliser

m fois les procédures de l’algorithme général, et sera donc de complexité O(mn).

De même, la construction d’un mélange d’arbres baggés utilise m fois les procé-

dures appropriées de l’algorithme général, et sera donc de complexité mn2 log(n).

Le seul point bloquant pour ces variantes est alors la procédure LearnMWST

qui est quadratique en fonction de n.

4.3.4.2 Complexité en espace

Tout comme la complexité algorithmique, les demandes de nos approches en

l’espace mémoire est un critère important pour étudier le passage à l’échelle de

ces approches ainsi que leurs limites.

Nous commençons par calculer l’espace mémoire nécessaire pour chaque pro-

cédure de notre algorithme général, nous en déduisons par la suite les demandes

de chaque variante.

• La première procédure DrawData nécessite, dans le cas où nous générons

une copie Bootstrap des données initiaux, le stockage de n nombres entiers,

donc une complexité en espace O(n).

• Les procédures DrawRndTree et DrawRndTree nécessitent le stockage de

n − 2 entiers pour stocker la structure du modèle, donc une complexité en

espace O(n).

• La procédure LearnMWST nécessite un stockage de n(n− 1)/2 réels (pour

remplir la matrice symétrique d’information mutuelle), donc une complexité

en espace O(n2).
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• La procédure LearnPars nécessite un nombre de paramètres réels linéaire en

fonction de n dans le cas d’un arbre, et un nombre de paramètres au pire

quadratique dans le cas d’un polyarbre.

• La procédure CompWeights ne nécessite qu’une seule valeur réelle.

L’espace mémoire total nécessaire pour construire un mélange d’arbres aléa-

toires de taille m et alors O(mn). Alors que la construction d’un mélange de m

polyarbres aléatoires ou m arbres baggés est de complexité O(n2).

Deux points bloquant pour nos méthodes de point de vue complexité en espace.

Le premier est relatif à l’apprentissage de paramètres d’un polyarbre qui peut

atteindre une complexité O(n2), mais cela peut être contrôlé en fixant un nombre

maximum de parents possibles par noeud. Le deuxième point bloquant est relatif

au calcul de la matrice d’information mutuelle.

4.4 Validation expérimentale

4.4.1 Protocole expérimental

Pour valider notre approche et mesurer la qualité de l’estimation de nos mé-

langes de modèles simples dans le cadre de grande dimension (plusieurs variables)

et très peu de données, nous avons testé les différentes variantes de notre algo-

rithme général sur un ensemble de modèles cibles de complexité croissante (châınes,

arbres, polyarbres, DAG). Ces modèles cibles serviront de modèles théoriques pour

évaluer la qualité de l’estimation de nos méthodes. Ils serviront aussi pour la si-

mulation de données d’apprentissage.

Principe de génération de structures

Comme nous nous intéressons au cadre de grande dimension, nous avons utilisé

des distributions cibles de taille élevée (1000, 5000 variables).

En ce qui concerne la génération des modèles cibles, nous avons utilisé la

méthode décrite dans la section 4.3.1 pour la génération de châınes, arbres et

polyarbres, et la méthode proposée dans [ICR04] pour la génération de structures

de DAG.

Dans ce travail, nous considérons seulement des variables discrètes et binaires.

En ce qui concerne la génération des paramètres d’une distribution cible, pour

chaque densité conditionnelle de la structure, nous générons aléatoirement deux

nombres dans l’intervalle [0, 1] en les normalisant pour obtenir deux probabilités

qui somment à 1.
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1000 var. 5000 var.

100 éch. X
250 éch. X X
1000 éch. X

Table 4.2. Taille des ensembles de données utilisés pour chaque dimension des distributions cibles
considérées lors des simulations

Génération des données d’apprentissage

Nous avons considéré différentes tailles de bases de données d’apprentissage, avec

un nombre d’individus relativement petit devant la dimension du modèle cible.

Pour les distributions cibles de taille n = 1000, nous avons testé des bases de

données de taille N = 100, 250 et 1000. Le tableau 4.2 présente les différentes

tailles des données utilisées pour chaque dimension de l’espace considéré.

Pour chaque distribution cible, et pour chaque taille des données, nous géné-

rons 10 bases de données différentes en échantillonnant selon la loi de la distribu-

tion cible et ses paramètres. L’échantillonnage des données est fait en utilisant la

méthode de Monte Carlo décrite dans la section 2.5.5.

Taille du mélange

Contrairement aux méthodes de mélanges basées sur l’algorithme EM où la taille

m du mélange doit être connue ou apprise par l’algorithme EM, nous utilisons un

mélange de modèles simples de taille croissante, respectivement m = 1, m = 10,

et allant jusqu’à m = 150. Cela nous permet de faire apparâıtre l’effet de cette

variables sur la qualité de l’estimation du modèle final.

Différentes méthodes testées

L’application du principe P&C sur l’algorithme général a donné naissance à diffé-

rentes variantes que nous résumons dans le tableau 4.3. En plus de ces différentes

variantes, nous avons testé, dans les mêmes conditions et en suivant la même dé-

marche, cinq autres méthodes de l’état de l’art. Les méthodes de références utilisées

sont les suivantes :

– La méthode nommée GO, obtenue en utilisant la structure cible et en ré-

estimant ses paramètres à partir des données d’apprentissage. Cette méthode

représente la meilleure solution de recherche d’un seul modèle pour estimer

le modèle cible puisqu’elle utilise la structure de la distribution cible ayant

généré les données.

– La méthode de base BL, näıve qui estime directement la loi jointe sans
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Table 4.3. Les différentes variantes de l’algorithme général considérées ainsi que les méthodes de
base

Nom Génération Données Poids Complexité
des structures en temps

MTU DrawRndTree D uniformes O(mn)
MTBDe DrawRndTree D BDeu O(mn)
MPTU DrawRndPolytree D uniformes O(mn)

MPTBDe DrawRndPolytree D BDeu O(mn)

CLBU DrawMWST B uniformes O(mn2 log(n))
CLBBDe DrawMWST B BDeu O(mn2 log(n))

GO Structure cible D 1 O(n)
NBE* Nâıf Bayes D EM O(mn)

MixTree DrawMWST D EM O(mn2 log(n))
CL DrawMWST D 1 O(n2 log(n))

hypothèse d’indépendance entre les variables. Cela revient à construire une

structure de graphe complet dont les paramètres sont estimés à partir de

l’ensemble de données D.

– La méthode nommée NBE*, obtenue en utilisant une série de modèles de

Bayes Näıf avec une taille croissante de la variable classe construits par le

moyen de l’algorithme EM. Ce modèle de Bayes Näıf (décrit par l’algorithme

6 dans la section 3.3.3.1) est proposé par [LD05] en intégrant une phase

d’élagage que nous n’utilisons pas pour se mettre dans le même contexte

que nos méthodes où nous n’utilisons pas de tels raffinements (élimination

des mauvais éléments du mélange).

– La méthode MixTree proposée par [MP99] et décrite dans la section 3.3.3.2.

Dans cette méthode, le mélange est constitué par un ensemble d’arbres op-

timaux, et est construit en combinant l’algorithme MWST avec l’algorithme

EM pour l’apprentissage des paramètres du mélange.

– La méthode CL, obtenue en appliquant l’algorithme MWST sur l’ensemble

de données initial.

Mesure de la qualité de l’estimation

Pour mesurer la qualité d’estimation de chaque densité de probabilité apprise à

partir des données, nous évaluons la divergence asymétrique de Kullback-Leibler

(KL) [KL51] entre cette densité et celle PG(X) qui a été utilisée pour générer les

données.
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Le calcul exact de cette quantité est donné par :

KL(PG, PM )=
∑
X∈X

PG(X) ln
PG(X)

PM (X)
, (4.2)

où PM (X) représente la densité estimée que nous voulons évaluer, et X représente

l’ensemble de toutes les configurations possibles des variables aléatoires dans X.

Comme nous considérons un grand nombre de variables, la taille de X est

exponentiellement grande en fonction du nombre de variables (pour des variables

binaires, et n = 1000, |X| =21000). Nous avons alors recours à un calcul approché

de la divergence de KL en utilisant la méthode du Monte Carlo et le principe

de l’échantillonnage préférentiel [Sri01]. L’estimation de KL approchée est donnée

par :

K̂L(PG, PM )=
∑
X∼PG

PG(X) ln
PG(X)

PM (X)
, (4.3)

Pour le cas de problèmes de dimension 1000 (resp. 5000), nous avons utilisé

5000 (resp. 100000) échantillons pour chaque estimation Monte Carlo de la diver-

gence de KL.

Cette mesure s’interprète comme suit : plus K̂L(PG, PM ) est petite, plus l’esti-

mation de PG par PM est bonne. Autrement dit, si K̂L(PG, PM1) < K̂L(PG, PM2),

alors l’estimation de PG par PM1 est meilleure que son estimation par PM2. Si la

divergence de KL est nulle, PM cöıncide avec PG.

En plus de la divergence de KL, nous évaluons aussi nos méthodes de point de

vue du temps de calculs.

Solutions logicielles

Pour la réalisation de ce protocole expérimental, nous avons utilisé le langage

de programmation C/C++ ainsi qu’un ensemble de bibliothèques qui nous ont

facilité un certain nombre de tâches. La bibliothèque Boost 1 nous a fournis un

environnement pour manipuler les graphes. La bibliothèque ProBT 2 spécialisée

en programmation bayésienne nous a permis de manipuler les lois de probabilités,

modéliser les lois jointes ainsi qu’un certain nombre d’algorithmes d’inférence et

d’apprentissage de paramètres. Le package StructureLearning, développé au sein

de notre équipe et ensuite introduit dans la librairie ProBT, nous a permis de

manipuler des réseaux bayésiens et d’apprendre la structure grâce à un nombre

1. http ://www.boost.org/
2. http ://emotion.inrialpes.fr/BP/spip.php ?rubrique6
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d’algorithmes à base de scores.

4.4.2 Résultats

Nos résultats sont présentés par le moyen de figures représentant la qualité de

l’estimation (divergence de KL) en fonction de la taille du mélange. Ces résultats

sont des moyennes pour 10 distributions cibles de type DAG, et pour 10 bases

de données de différentes tailles pour chaque distribution cible. Les courbes en

trait continu sont relatives à un schéma de pondération bayésien (en fonction du

score BDeu de la structure sachant les données), tandis que les courbes en trait

discontinu sont relatives à des poids unifomes du mélange.

4.4.2.1 Qualité d’estimation

Mélanges d’arbres et mélanges de polyarbres

La figure 4.2 représente les résultats obtenus pour les deux méthodes de mélanges

aléatoires d’arbres (courbes en rouge) et de polyarbres (courbes en bleue).

D’après la figure 4.2, nous observons que les mélanges aléatoires d’arbres

(MTU et MTBDe) fournissent des résultats équivalents à ceux obtenus par les

mélanges aléatoires de polyarbres (MPTU et MPTBDe), malgré le fait que les

polyarbres soient des modèles plus riches en pouvoir de modélisation grâce aux in-

dépendances conditionnelles (V-structures) qu’ils peuvent représenter. Ce premier

résultat a été observé aussi dans le cadre d’ensembles de données de taille plus

grande (250 et 1000), cela rejoint le fait que les mélanges d’arbres et de polyarbres

sont des approximateurs universels.

Nous avons montré dans la section 4.3.1.3 que la génération des polyarbres

ne se fait pas selon une loi uniforme dans les classes d’équivalences de Markov

relatives à des polyarbres. Nous avons vu aussi que les classes d’équivalences de

Markov dont le graphe représentant contient le moins de V-structures sont de taille

plus grande que ceux dont le graphe représentant contient plusieurs V-structures,

ce qui rend élevée la probabilité qu’un polyarbre généré aléatoirement appartient

à une classe d’équivalence dont le nombre de V-structures est faible. Autrement

dit, un polyarbre généré aléatoirement a plus de chance d’appartenir à une classe

d’équivalence de Markov avec peu de V-structures ce qui est proche des arbres

dirigés.

Le résultat observé précédemment peut alors être expliqué par le faite que les

mélanges de polyarbres contiennent un grand nombre d’arbres et de polyarbres
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Figure 4.2. Mélanges aléatoires d’arbres (courbes rouges) et mélanges aléatoires de polyarbres
(courbes oranges) pour 10 DAG de 1000 variables et des données de taille 100

avec très peu de V-structures.

Mélanges d’arbres baggées

La figure 4.3 se place dans le cas de mélanges d’arbres aléatoires MT en rajoutant

les résultats obtenus pour des mélanges d’arbres baggés CLB (arbres optimaux sur

des copies bootstrap) ainsi que la méthode de base CL où un seul arbre optimal

est construit en utilisant l’algorithme MWST sur les données initiales.

Nous rappelons que les mélanges d’arbres baggés sont constitués par des arbres

optimisés en utilisant l’algorithme MWST sur des copies bootstrap Di des données

initiales D (voir section 4.3.2).

D’après la figure 4.3, nous remarquons que ces méthodes à base du Bagging

sont nettement meilleures que les mélanges aléatoires d’arbres, ceci avec toutes les

tailles des échantillons. Nous remarquons aussi qu’avec la taille des échantillons

la plus faible (100), l’écart entre les mélanges d’arbres baggés et les mélanges

aléatoires d’arbres est le plus faible.

Les bons résultats obtenus avec les mélanges d’arbres baggés reviennent à deux

raisons : la première est que les modèles composant le mélange sont optimisés

en utilisant l’algorithme MWST, la deuxième cause est l’utilisation des copies

bootstrap (perturbation des données d’apprentissage) qui a permis de réduire la

variance du modèle final.

La courbe rouge horizontale correspond à la méthode de référence CL. Dans

la figure correspondant à 250 et 1000 échantillons, nous remarquons que nos mé-

thodes à base de Bagging surpassent la méthode CL, tandis que les mélanges

aléatoires sont moins bons que CL. Dans la figure correspondant à seulement 100

données, les mélanges aléatoires d’arbres sont aussi nettement meilleurs que CL.

Ce dernier résultat peut être expliqué par le faite qu’en grande dimension avec
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Figure 4.3. Mélanges d’arbres baggés, mélanges aléatoires d’arbres et méthode de base CL (n = 1000)

très peu de données, l’optimisation d’un seul modèle risque de faire apparaitre le

phénomène de sur-apprentissage. En effet, la mauvaise qualité d’estimation de la

méthode CL dans le cas où on ne dispose que de 100 données pour un espace

de dimension 1000 revient à ce que cette dernière méthode épouse parfaitement

les échantillons disponibles et ensuite converge vers une mauvaise estimation du

modèle cible. Ce dernier résultat explique aussi l’intérêt de la randomisation et

l’utilisation de modèles faibles dans le cadre où on ne dispose que de très peu de

données.

Le succès des méthodes à base de Bagging dans ce cadre de très peu de données

explique aussi l’intérêt du principe P&C dans de tels contextes à travers le gain en

qualité d’estimation obtenu par la perturbation des données d’apprentissage par

Bootstrapping.

4.4.2.2 Influence de la taille des données

De point de vue influence de la taille des données sur la qualité de l’estimation,

la figure 4.4 représente les mélanges aléatoires d’arbres MTU et de polyarbres
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Figure 4.4. Influence de la taille des données sur la qualité de l’estimation des mélanges de taille
m = 100 (n = 1000, N = 100, ..., 1000)

MPTU , les mélanges d’arbres baggés CLBU et la méthode CL pour différentes

tailles de données allant de 100 échantillons et jusqu’à 1000 échantillons. La taille

d’un mélange dans cette figure est de m = 100.

Nous remarquons d’après cette figure que la qualité de l’estimation de toutes

ces méthodes s’améliore avec l’augmentation de la taille de la base de données.

Nous remarquons aussi que l’augmentation de la taille des données améliore sur-

tout les méthodes optimisées CL et les mélanges d’arbres baggés CLBU . Par

contre, les méthodes aléatoires MTU et MPTU gardent une qualité d’estimation

similaire (voir légèrement améliorée) pour les différentes tailles des données. Ces

derniers résultats reviennent, d’une part, à la nature des algorithmes optimisés qui

nécessitent un grand nombre d’individus pour fournir une bonne estimation, sinon,

l’estimation peut souffrir du phénomène du sur-apprentissage qui explique surtout

le comportement de la méthode CL dans le cas de 100 échantillons (voir le premier

point de la figure 4.4 correspondant à 100 échantillons). D’autre part, puisque les

méthodes d’échantillonnage aléatoire de modèles MTU et MPTU n’utilisent les

données que pour l’apprentissage des paramètres, alors elles sont moins sensibles

à la taille des données. Un autre résultat à signaler est que la méthode CLBU est

toujours meilleure que les autres méthodes pour les différentes tailles de données.

Le résultat le plus important que nous pouvons tirer de cette discussion est

que la qualité de l’estimation des mélanges aléatoires d’arbres ne dépend pas forte-

ment de la tailles des données et garde un niveau presque constant. Les méthodes

utilisant l’algorithme MWST s’améliorent en augmentant la taille des données

d’apprentissage.

Dans le contexte où la taille des données est très faible devant la dimension,

toutes nos méthodes sont meilleures que CL.
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Figure 4.5. Résultats avec des poids uniformes (trait discontinu) Vs. résultats avec poids BDeu (trait
continu) (a) mélange de polyarbres, (b) mélange d’arbres, (c) mélange d’arbres baggés (n = 1000,
N = 100)

4.4.2.3 Influence du schéma de pondération

Pour déterminer les poids du mélange, nous avons considéré les deux schémas

de pondération présentés dans la section 4.3.3 (uniforme et Bayésien).

La figure 4.5 illustre les résultats obtenus avec les deux schémas de poids pour

la construction des mélanges aléatoires d’arbres MT , les mélanges aléatoires de

polyarbres MPT et les mélanges d’arbres baggés CLB pour les 10 distributions

cibles de type DAG et pour des ensembles de données de taille 100.

D’après cette figure, nous remarquons que les résultats obtenus avec les poids

uniformes sont nettement meilleurs que ceux avec les poids bayésiens. Ce même

résultat est aussi observé pour les données de taille supérieure (250 et 1000).

Pour étudier d’avantage l’intérêt de l’utilisation des poids bayésiens, nous avons

pensé à tester leur utilisation en fonction de la taille des données, et ce pour les

deux types de mélanges (mélanges aléatoires d’arbres et mélanges d’arbres baggés).

Pour cela nous avons suivi le même protocole décrit dans la section 4.4.2.2 mais

en présentant pour chaque méthode la courbe relative aux poids uniformes ainsi

que celle relative aux poids BDeu et en utilisant des tailles de données allant

jusqu’à 10000 échantillons. Les résultats sont exposés dans la figure 4.6. D’après
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Figure 4.6. Influence du schéma de pondération sur les mélanges à base d’heuristiques de recherche
de l’arbre optimal (n = 1000, N = 100, ..., 10000)
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cette figure, nous remarquons que les méthodes utilisant des poids BDeu sont

moins bonnes de point de vue qualité d’estimation que les méthodes utilisant

des poids uniformes dans le cas où les données sont de taille réduite. Les poids

BDeu n’améliorent la qualité d’estimation de nos méthodes que pour des tailles

de données élevées (2000 pour MPT et MT , 5000 pour CLB).

Le résultat le plus important qui peut être constaté à partir des résultats

obtenus pour l’utilisation des poids bayésiens est : Les poids bayésiens nécessitent

beaucoup de données pour être significatifs.

4.4.2.4 Influence de la taille du mélange

La façon avec laquelle nous représentons les résultats obtenus pour chacune

de nos variantes (qualité de l’estimation en fonction de la taille du mélange) nous

permet de voir l’influence de la taille du mélange sur la qualité de l’estimation

de nos mélanges. D’après toutes les figures de cette section, nous remarquons que

la qualité de l’estimation s’améliore avec l’augmentation de la taille du mélange.

Cette amélioration est plus nette (forte pente de la courbe) avec l’ajout des pre-

miers éléments dans le mélange, et se stabilise (faible pente de la courbe) après un

certain nombre de composants ajoutées (à peu près 50 modèles dans le mélange).

En conclusion, l’ajout de nouvelles composantes dans le mélange de modèles

ne dégrade pas la qualité du mélange même s’il ne l’améliore pas ce qui confirme

que nos méthodes ne tendent pas à sur-apprendre.

4.4.2.5 Complexité en temps de calcul

D’après la section 4.4.2.1, nous avons vu que les mélanges d’arbres baggées

sont nettement meilleurs que ceux aléatoires de point de vue qualité d’estimation.

Toutefois ces méthodes à base du Bagging, dont la complexité est quadratique, sont

beaucoup plus coûteuses en terme de complexité algorithmique que les méthodes

aléatoires, de complexité linéaire. Puisque nous nous intéressons particulièrement

aux espaces de grande dimension, une complexité quadratique en fonction de cette

dimension s’avère coûteuse.

Pour compléter cette étude des besoins de nos méthodes, nous avons mesuré

le temps de calcul nécessaire pour la construction d’un mélange de taille m = 150

pour chacune de ces méthodes. Le tableau 4.4 contient les résultats obtenus, en

terme de temps de calcul, pour un ensemble de données de taille 100 et correspon-

dant à un espace de 1000 variables.
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Table 4.4. Temps de calcul en secondes (n = 1000, N = 100)

1 arbre 150 arbres

MTU <1 37

CLBU 140 21330

D’après le tableau 4.4, le temps nécessaire pour construire un mélange de 150

arbres optimaux sur des copies Bootstrap des données initiales (CLBU) est plus

grand que 21330/37 � 500 fois le temps nécessaire pour construire un mélange

de même taille d’arbres aléatoirement échantillonnés (MTU). Ce facteur est assez

grand et peut s’avérer coûteux si on augmente la dimension du problème.

Ce résultat confirme bien la discussion de point de vue complexité algorith-

mique.

4.4.2.6 Comparaison par rapport aux méthodes de base

Afin de pousser l’évaluation de nos approches dans le cadre des problèmes de

grande dimension et de très faible données, nous avons comparé, dans les mêmes

conditions, nos méthodes avec celles de l’état de l’art décrites dans la section 4.4.1.

La figure 4.7 contient les résultats obtenus pour pour les mélanges aléatoires

d’arbres MTU , les mélanges d’arbres baggés CLBU , la méthode CL, les méthodes

de base GO et BL, et la méthode NBE∗, pour deux tailles de données 100 et

250.Vu le temps de calcul nécessaire pour l’algorithme EM, les résultats de la

méthode MixTree pour des distributions de taille n = 1000 variables ne sont pas

encore prêts. Nous présentons donc des résultats obtenus avec des distributions

cibles de taille n = 8 variables.

En ce qui concerne la méthode MixTree, nous présentons les résultats obtenus

avec des distributions cibles de taille n = 8 variables. Les résultats avec n = 1000

ne sont pas encore prêts vue la grande complexité de cette méthode.

D’après cette figure, toutes nos méthodes sont meilleures que la méthode de

base BL et moins bonnes que la méthode GO, et ce pour les deux tailles de

données . Ce dernier résultat est logique puisque la méthode GO utilise la vraie

structure qui a généré les données d’apprentissage. Le fait que ses paramètres sont

appris à partir d’un faible ensemble de données, explique la valeur positive de KL

correspondante, qui devrait être nulle si la taille des données est suffisamment

grande. La construction d’une telle méthode n’est pas faisable en pratique vue les

problèmes de l’apprentissage de structure en grande dimension.

La méthode NBE∗ obtient des résultats similaires ou légèrement meilleurs
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Figure 4.7. Comparaison de nos méthodes (MTU et CLBU) par rapport aux méthodes de base et
de l’état de l’art (n = 1000, N = 100, 250, moyennes pour 5 DAG)

que les mélanges aléatoires d’arbres MTU pour un nombre très petit d’éléments

dans le mélange. Cependant, contrairement à nos mélanges, cette méthode a ten-

dance à sur-apprendre lorsqu’on ajoute de nouveaux éléments dans le mélange de

NBE∗ (augmenter la cardinalité de la variable classe). Cette tendance au sur-

apprentissage (représenté par la remontée de la courbe représentative de NBE∗)
est plus rapide avec la taille des données la plus faible (100 échantillons). Le sur-

apprentissage de la méthode NBE∗ est normal puisque la méthode NBE décrite

dans la section 3.3.3.1 comprend une phase d’élagage conçue spécialement pour

éviter le sur-apprentissage.

La figure 4.8 représente les résultats obtenus avec nos méthodes (MTU ,

CLBU) ainsi que les méthodes CL, GO, BL, MixTree et NBE∗ pour un en-

semble de 5 distributions cibles de type DAG de taille n = 8 noeuds et des en-

sembles de données de taille N = 250. D’après cette figure, nous remarquons que

la méthode MixTree fournit des résultats similaires à ceux obtenus avec la mé-

thode NBE∗, de point de vue qualité d’estimation et comportement. En effet,

la qualité d’estimation de MixTree est bonne avec très peu d’éléments dans le

mélange, mais se dégrade avec l’augmentation de la taille du mélange et ce à par-

tir d’un faible nombre d’éléments (10 éléments à peu près). Le sur-apprentissage

de la méthode MixTree est moins fort que celui de NBE∗. Ce sur-apprentissage

de la méthode MixTree a tendance à disparaitre lorsque le nombre de variables

augmente et le nombre d’échantillons diminue, comme nous avons pu l’observer

lors d’autres exemples non détaillés dans ce document.

La méthode MixTree, quadratique en fonction de n, et utilisant les algorithmes

EM et MWST fournit des résultats meilleurs que ceux obtenus avec nos mélanges

aléatoires d’arbres MTU , mais ne dépasse pas notre méthode à base de Bagging

CLBU qui fournit toujours les meilleurs résultats (à l’exception de la méthode GO
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Figure 4.8. Compraison de nos mélanges de modèles simples (MTU et CLBU) et la méthode
MixTree (n = 8, N = 250, moyennes pour 5 distributions cibles)

qui n’est pas applicable en pratique).

4.5 Extension au cas continu

Dans ce travail, nous nous sommes restreint au cas de variables discrètes, mais

notre approche est bien extensible au cas continu (gaussien). Nous essayerons dans

cette section d’expliquer comment nous pouvons créer un mélange de modèles

simples pour l’estimation de densité en utilisant des variables continues. Pour

cela nous reprenons notre algorithme général et nous discutons l’extension au cas

continu de chaque procédure.

Soit X = {X1, . . . , Xn} un ensemble de n variables. Nous supposons que le

jointe de X suit une loi normale multivariée et D un ensemble de données de taille

N individus.

Génération aléatoire de structures arborescente

Cette étape est indépendante de la nature des variables et ne fait intervenir que

le nombre de variables pour créer une structure arborescente. Cette étape reste

alors inchangée (identique au cas discret) en passant au cas gaussien. Seule l’ini-

tialisation des paramètres du modèle sera changée, en considérant une densité de

distribution gaussienne au lieu d’une table de probabilité (voir section 2.5.3).

Génération de données par un MGP

Nous avons vu dans la section 2.5.5 que l’algorithme 1 Forward Sampling permet

aussi de générer des échantillons à partir de variables continues.
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Apprentissage des paramètres des modèles simples

D’après la section 2.5.3.1, il est possible de faire l’apprentissage de paramètres

d’un réseau bayésien gaussien (la distribution jointe est gaussienne multivariée) à

partir de données en utilisant les méthodes MV ou MAP.

Calcul des poids

Cette étape ne pose pas de problèmes dans le cas où nous considérons des poids

uniformes. Dans le cas d’utilisation de poids BDeu, le score Bayésien, décompo-

sable, d’un graphe G dans le cas de variables continues est donné par la formule

4.4 [Nea04] sous la forme d’un produit des scores bayésiens de chaque variable Xi

et ses parents Pai (voir chapitre 8 de [Nea04] pour le calcul des valeurs de cette

équation).

ScoreBD(G,D) =

n∏
i=1

scoreBD(Xi, Pai, D) =

n∏
i=1

f(DPai∪{xi}|G)

f(DPai |G)
(4.4)

Recherche de l’arbre optimal par l’algorithme MWST

L’algorithme MWST contient trois étapes dont deux sont relatives à des manipula-

tions de graphes. La première étape est relative au calcul de la matrice symétrique

d’information mutuelle. Cette étape est bien extensible au cas où les variables sont

continues. L’expression de l’information mutuelle pour deux variables XA et XB

continues est donnée par l’équation 4.5.

I(XA, XB) =

∫
XB

∫
XA

f(XA, XB) log

(
f(XA, XB)

f1(XA)f2(XB)

)
dXAdXB (4.5)

Comme les lois f(XA) et f(XA, XB) n’ont pas une forme paramétrique simple

et connue, cela rend l’estimation de ces lois marginales aussi difficile que l’estima-

tion de la loi jointe en elle même [GL09]. Certains travaux ont proposé d’estimer

ces lois par des méthodes non paramétriques. Citons [GL09] qui utilise l’équation

4.6 pour estimer l’information mutuelle de XA et XB, dans une gaussienne mul-

tivariée, en fonction du coefficient de corrélation ρAB entre ces deux variables.

I(XA, XB) = − log(1− ρ2
AB) (4.6)

[EdAL10] a utilisé cette même estimation dans le cas de gaussiennes multivariées,

et a proposé une extension au cas de distributions gaussiennes conditionnelles

(mélange de variables discrètes et variables continues).
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[GLL+10] et [LLW10] proposent d’utiliser une estimation non paramétrique de

type noyau (continu Hölder) pour estimer les lois marginales de XA et (XA, XB)

et remplir la matrice d’information mutuelle qui sera ensuite donnée en entrée de

l’algorithme de Kruskal pour l’apprentissage de forêts et d’arbres optimaux dans

le cas de gaussiennes multivariées.

Une deuxième solution pour apprendre l’arbre optimal à partir de données

continues est de remplacer l’information mutuelle par la variation de score comme

a été évoqué dans la section 2.8.2. Dans ce cas il suffit de considérer un score

décomposable tel que le score BDeu. [EdAL10] a proposé d’utiliser les critères

AIC et BIC dans le cas de distributions gaussiennes conditionnelles.

La deuxième étape de l’algorithme MWST est relative à la procédure de Krus-

kal. Cette étape est indépendante de la nature des variables puisque l’algorithme

de Kruskal n’utilise que la matrice d’information mutuelle déjà remplie.

La troisième étape de l’algorithme MWST est relative à l’orientation des arcs

de la structure non orientée (résultat de la procédure de Kruskal), en choisissant

un noeud racine et en effectuant un parcours en profondeur dans cette structure.

Cette étape est alors indépendante de la nature des variables.

Inférence

Il est aussi possible d’effectuer de l’inférence dans les MGP en utilisant l’algorithme

de Messages locaux, adapté par [Pea88], dans le cas continu.

En conclusion, notre approche à base de mélanges de modèles simples pour

l’estimation de densité en utilisant le principe du P&C est applicable dans le

cadre de variables continues.

4.6 Conclusions

Nous avons présenté dans ce chapitre deux propositions de mélanges de mo-

dèles aléatoires pour l’estimation de densité en appliquant le principe du P&C

pour échantillonner aléatoirement des modèles simples de type arbre et polyarbre.

Nous avons aussi présenté une troisième proposition de mélanges d’arbres bag-

gés en appliquant le principe du P&C pour perturber les données d’apprentissage

en utilisant la technique du Bootstrapping. Dans ce cas de mélanges, les arbres

sont appris à partir des copies bootstrap au moyen de l’algorithme MWST. Cette

dernière méthode est de complexité quadratique en fonction du temps, alors que
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les deux méthodes relatives aux mélanges de modèles aléatoires sont linéaires en

fonction du nombre de variables.

Nous avons ensuite présenté un protocole expérimental qui nous a servi à éva-

luer nos approches et étudier l’intérêt du principe P&C dans le cadre de problèmes

de grande dimension et très peu de données.

Nous avons montré aussi lors de ce chapitre que notre approche de mélanges

de modèles simples peut être appliquée dans le cas de variables continues.

Le premier résultat obtenu est que les mélanges de polyarbres ne donnent pas

de meilleurs résultats que les mélanges d’arbres.

Le deuxième résultat est que les mélanges d’arbres baggés donnent des résultats

meilleurs que les mélanges aléatoires mais ils sont de complexité quadratique en

fonction de la dimension du problème.

Nous avons vu aussi que toutes nos méthodes s’améliorent de point de vue

qualité d’estimation lorsque la taille du mélange augmente, et elles ne tendent pas

à sur-apprendre comme le font d’autres méthodes de l’état de l’art.

Un autre résultat important est que les poids BDeu nécessitent beaucoup de

données pour pouvoir être significatifs et améliorer la qualité de l’estimation du

mélange par rapport aux poids uniformes.

Les mélanges proposés sont alors une solution potentiellement intéressante

pour l’estimation de densité dans les espaces creux aussi bien dans le cas discret,

comme nous l’avons étudié, que dans le cas continu, comme nous l’avons évoqué

dans la section 4.5. En effet, ils permettent d’obtenir une bonne estimation et de

faire l’inférence en un temps linéaire (voir section 4.3.4). Les meilleurs résultats

sont obtenus avec les mélanges d’arbres baggés qui ont une complexité quadratique

en fonction du nombre de variables, ce qui peut s’avérer coûteux dans le cadre de

grande dimension. Il sera alors intéressant d’essayer de réduire la complexité de

ces derniers mélanges à base du Bagging tout en gardant une qualité d’estimation

similaire.

Le chapitre suivant présente des heuristiques de recherche de l’arbre optimal

pour essayer de baisser la complexité totale des mélanges à base du Bagging.







Chapitre 5

Heuristiques sous-quadratiques

de mélanges d’arbres

5.1 Introduction

Nous avons vu dans le chapitre précédent que nos méthodes de mélanges

d’arbres à base de Bagging représentent un bon estimateur de la densité de pro-

babilité en grande dimension et avec très peu de données. Toutefois, ces méthodes

sont de complexité élevée par rapport aux mélanges aléatoires d’arbres qui sont

seulement linéaires en fonction du nombre de variables. Une complexité quadra-

tique dans un espace de grande dimension peut s’avérer très coûteuse. En effet,

l’écart entre n = 10 et n2 = 100 n’est pas comme il l’est entre n = 1000 et

n2 = 1000000.

La phase la plus coûteuse de ces méthodes est celle de recherche de l’arbre

optimal à partir des données par l’algorithme de Chow et Liu. Nous proposons dans

ce chapitre d’appliquer, encore une fois, le principe du P&C dans ces méthodes

pour diminuer la complexité globale en affaiblissant cette étape de recherche.

Nous commençons dans la section 5.2 par analyser la procédure correspondant

à la recherche de l’arbre optimal et localiser la partie qui pourra être perturbée.

Nous présentons ensuite dans les sections 5.3.1 et 5.3.2 nos propositions pour

affaiblir cette procédure de recherche et diminuer sa complexité algorithmique. La

section 5.4 sera consacrée à la partie expérimentale et aux résultats.

Le travail décrit dans ce chapitre a fait le sujet d’une première publication

scientifique dans la Conférence Internationale Computational Statistics en 2010

[ALW10b]. Ce même travail a été ensuite présenté [ALW10a] lors des 5èmes Jour-
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nées Francophones sur les Réseaux Bayésiens Une autre publication [ALSW10]

dans le Workshop on Probabilistic Graphical Models a aussi vu le jour en confron-

tant notre approche avec celle proposée en parallèle par [SLW10] (voir section

5.3.3).

5.2 Principe général

Nous commençons dans cette partie par analyser la procédure de recherche de

l’arbre optimal à partir de données. Cette procédure est relative à l’algorithme de

Chow et Liu.

Cette procédure peut être découpée en deux étapes :

1. calculer l’information mutuelle entre chaque paire de variables pour remplir

une matrice symétrique MI d’information mutuelle de taille n× n,

2. rechercher l’arbre de recouvrement maximal en utilisant l’algorithme de

Kruskal (Algorithme 4, section 2.8.2).

La première étape est quadratique en fonction du nombre de variables (n(n−
1)/2 termes à calculer) tandis que la deuxième étape est de complexité E log(E)

où E est le nombre d’arcs considérés dans la matrice MI. Si cette matrice MI est

entièrement remplie (E = n(n − 1)/2 termes indépendants), la complexité de la

seconde étape est en n2 log(n).

Nous proposons ici d’appliquer encore une fois le principe du P&C en construi-

sant des modèles intermédiaires appris à partir de matrices MI incomplètes. Le

nombre K de termes à considérer est alors un paramètre important pour estimer

la complexité totale de la procédure.

Le fait d’utiliser une matrice MI incomplète permet, d’une part de réduire la

phase de calcul des termes de la matrice en réduisant leur nombre. D’autre part,

cela réduit le temps de calcul de la procédure de recherche de l’arbre optimal

(algorithme de Kruskal) à partir de cette matrice, puisque la complexité de cette

dernière procédure dépend uniquement du nombre de termes considérés (nombre

d’arcs). Le résultat de l’algorithme de Kruskal dans ce cas (matrice MI incomplète)

peut être un arbre ou une forêt.

Deux questions se posent pour pouvoir accomplir cette procédure : Combien

de termes calculer ? et Comment choisir ces termes ?

Combien de termes considérer ?

Le but de ces heuristiques est de diminuer la complexité totale de la procédure de
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Table 5.1. Exemple de mesure de complexité

n n log(n) log(n log(n)) log(n log(n))
n log(n) n2

1000 6907 8, 84 0, 0012 106

5000 42586 10, 65 0, 00025 25 106

10000 92103 11, 43 0, 00012 108

recherche de l’arbre optimal à partir de données. Nous avons vu que la complexité

de la première étape est égale au nombre de termes considérés K. La deuxième

étape de l’algorithme de Chow et Liu est de complexité K log(K).

Afin d’étudier l’intérêt de l’approche, nous nous sommes concentrés dans ce

travail sur des simulations et des résultats obtenus avec une valeur spécifique de ce

paramètre K = n log(n) au lieu de K = n(n− 1)/2 de l’approche non perturbée.

Si K = n log(n), alors la complexité de la première étape sera n log(n). Dans

la deuxième étape, nous considèrerons E = n log(n) arcs pour calculer l’arbre

de recouvrement maximal correspondant, et alors la complexité de cette étape

est E log(E) = n log(n) log(n log(n)). Cette complexité est nettement inférieure

au quadratique et même très proche du quasi-linéaire. D’après le tableau 5.1,

le rapport log(n log(n))/n log(n) ≈ 0. Cela montre que le facteur log(n log(n))

reste négligeable devant n log(n). La complexité n log(n) log(n log(n)) est alors

très proche de la complexité quasi-linéaire n log(n).

Il est à noter que si K = n, la procédure de recherche de l’arbre optimal à

partir de n arcs retourne aux meilleurs des cas un arbre, sinon une forêt.

Comment générer ces termes ?

La génération des K termes dans la matrices MI peut être faite d’une façon totale-

ment aléatoire, et selon une loi uniforme. C’est cette méthode aléatoire inspirée du

principe du P&C que nous utilisons comme base pour notre première heuristique

décrite dans la section 5.3.1.

Nous considérons aussi une deuxième méthode pour remplir partiellement la

matrice MI par K termes. Cette deuxième méthode est toujours basée sur une

génération aléatoire, mais elle inclut une phase de récupération et d’exploitation

du résultat précédent. Cette deuxième méthode est décrite en détail dans la section

5.3.2.
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Algorithme 11 Procédure NaiveDrawMarkovTree sous-quadratique näıve

Entrées: n {nombre de variables}
K = log(n)
MIi = [0]n×n,

Di = GenSamples(D, i),

Pour k = 1 to K Faire
Draw new random pair of numbers (i1, i2) ∈ {1, ..., n}2,
MIi[i1, i2] = ComputeMI(Xi1 , Xi2)
MIi[i2, i1] = MIi[i1, i2]

Fin Pour

Ti = CompKruskal(MIi),

return Ti.

5.3 Variantes

5.3.1 Heuristique näıve : échantillonnage aléatoire d’arcs

Cette première heuristique, appelée ”́echantillonnage aléatoire d’arcs”, consiste

à échantillonner un ensemble de taille K termes différents (échantillonnage sans

remise) dans la matrice MI selon une loi uniforme. CesK termes seront ensuite éva-

lués à partir des données d’apprentissage et serviront par la suite pour construire

l’arbre optimal correspondant au moyen de l’algorithme de Kruskal. Cette dé-

marche est ensuite répétée pour construire les m éléments du mélange, d’une façon

indépendante. Il est alors possible de construire les m composantes du mélange

d’une façon parallèle. La figure 5.3.1 décrit le séquencement de la construction des

composants du mélange en fonction du temps. Le principe de cette heuristique est

décrit par l’algorithme 11.

Dans cet algorithme, à l’itération i de la construction de l’arbre Ti, {(i1, i2)}
représente un ensemble de paires d’indices générés aléatoirement selon une dis-

tribution uniforme. Cet ensemble servira à remplir partiellement la matrice MIi

par la procédure ComputeMI. La procédure CompKruskal prend en paramètres la

matrice partiellement remplie MIi et construit l’arbre de recouvrement maximal

correspondant qui sera retourné par l’algorithme.

Dans l’algorithme 11, nous considérons l’étape de la génération des données

d’apprentissage désignée par GenSamples. Cette procédure est identique à celle

de l’algorithme général, donc correspond à une simple copie identiques pour l’en-

semble de données initiales ou à une génération d’une copie bootstrap.
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Mélanges de modèles sous-quadratiques
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Figure 5.1. Principe du déroulement de l’heuristique näıve en fonction du temps
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Cette procédure comprend à la fois un côté aléatoire et un autre optimisé.

Le côté aléatoire correspond à l’échantillonnage aléatoire des arcs candidats pour

la construction de chaque arbre du mélange. Ce côté aléatoire donne une chance

à toutes les connexions entre les variables d’apparaitre même si ces connexions

ne sont pas bien représentées par les données observés. Le côté optimisé de cette

heuristique revient à choisir parmi les connexions candidates entre les variables

celles qui semblent mieux adaptées aux données d’apprentissage sans être sûr que

ces connexions formeront une bonne estimation de la densité des données.

De point de vue complexité, la construction d’un mélange de taille m arbres

sous-optimaux en utilisant cette heuristique näıve est de :

O(m(n log(n) log(n log(n)) + nN)) ∝ O(m(n log(n) log(n log(n))))

Cette complexité est alors sous-quadratique et très proche du quasi-linéaire.

5.3.2 Heuristique inertielle

Lors de l’exécution de la procédure näıve décrite dans la section précédente, il

se peut que certains bons arcs candidats (par rapport aux données) se présentent

lors d’une itération et pas lors d’une deuxième, et d’autres se présentent lors de la

construction d’un arbre d’une autre itération. Il est donc souhaitable qu’un nombre

maximum de bons arcs se présentent lors de la même itération pour produire une

estimation proche de l’arbre optimal obtenu en utilisant la totalité de la matrice

MI. Dans ce sens, une deuxième idée est considérée pour construire un arbre de

recouvrement sous optimal par la procédure DrawMarkovTree. Cette idée consiste

à tirer avantage du résultat obtenu dans l’itération précédente i pour calculer le

prochain résultat à l’itération courante i + 1. Autrement dit, cette idée consiste

à garder et transférer un arc jugé ”bon” pour être candidat lors des prochaines

sélections. Les indices des arêtes de l’arbre de Markov construit à l’itération i seront

alors utilisés en premier pour remplir la matrice MIi+1 de l’itération suivante i+1,

ensuite les K termes de la matrice MI sont complétés aléatoirement. Cette idée

est décrite dans l’algorithme 12.

Cette procédure est notée Inertielle puisqu’elle rappelle le principe de l’inertie

entre une itération et une autre en transférant le résultat obtenu pour mieux

optimiser le prochain résultat.

Les procédures GenSamples, ComputeMI et CompKruskal utilisées dans l’algo-

rithme 12 sont les mêmes que dans l’algorithme 11. La procédure nbEdges, comme
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Algorithme 12 Précédure InertialDrawMarkovTree sous-quadratique inertielle

Entrées: n {nombre de variables}
K = log(n)
MIi = [ ]n×n,

Di = GenSamples(D, i),

Pour k = 1 to nbEdges(Ti−1) Faire
(i1, i2) = GetIndices(GetEdge(Ti−1, k),
MIi[i1, i2] = ComputeMI(Xi1 , Xi2)
MIi[i2, i1] = MIi[i1, i2]

Fin Pour

Pour k = 1 to K − nbEdges(Ti−1) Faire
Draw new random pair of number (i1, i2),
MIi[i1, i2] = ComputeMI(Xi1 , Xi2)
MIi[i2, i1] = MIi[i1, i2]

Fin Pour

Ti = CompKruskal(MIi),

return Ti.

son nom l’indique, sert à retourner le nombre d’arcs dans une structure qui est égal

à n− 1 dans notre cas (structure d’arbre). La procédure GetIndices sert à retour-

ner les indices d’un arc dans un arbre en fournissant les variables correspondantes

pour pouvoir repérer le terme de la matrice MI correspondant.

Contrairement à l’heuristique näıve où les éléments du mélange peuvent être

construit indépendamment et de façon parallèle, lors de cette heuristique iner-

tielle, la construction de l’élément i dépend fortement de celui de l’étape i − 1

et ne peut être fait que si la construction de l’élément i − 1 est terminée. Cette

heuristique inertielle est donc séquentielle. La figure 5.2 décrit le séquencement de

la construction des composants du mélange en fonction du temps.

Comme l’heuristique näıve, cette heuristique inertielle comprend elle aussi deux

côtés, l’un aléatoire et l’autre optimisé. Toutefois, le côté aléatoire de cette heu-

ristique est moins fort puisque le côté optimisé possède un rôle important dans

la sélection des termes candidats de la matrice MI. En effet, le fait de garder les

bons arcs trouvés à l’itération i et les injecter dans l’itération suivante i + 1 est

une sorte d’optimisation de la sélection des K termes de la matrice MIi+1. Le

côté aléatoire ne sert alors plus qu’à échantillonner les K termes de la première

itération et ensuite K − (n− 1) termes dans les itérations suivantes 2, 3, . . . ,m.

La complexité de la construction d’un mélange de taille m arbres sous-
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Figure 5.2. Principe du déroulement de l’heuristique inertielle en fonction du temps
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optimaux en utilisant cette heuristique inertielle est la même que celle de l’heuris-

tique näıve : complexité sous-quadratique et très proche du quasi-linéaire.

En ce qui concerne l’espace mémoire requis par la construction d’un mélange de

m arbres sous-optimaux en utilisant l’une des deux heuristiques näıve et inertielle,

d’après la section 4.3.4.2 et puisque ces heuristiques ne nécessitent que n log(n)

termes pour remplir une matrice d’information mutuelle, la complexité en espace

est alors O(n log(n)).

5.3.3 Travaux ”concurrents”

Comme nos heuristiques proposées précédemment, la méthode décrite dans

[SLW10] propose une estimation sous-quadratique de l’arbre optimal à partir de

données. Cette idée se base sur l’inégalité triangulaire satisfaite par les mesures de

distances : quand un point A est proche d’un point B lui même loin de C, alors A

a de fortes chances d’être loin de C aussi. Dans ce contexte, l’information mutuelle

est utilisée pour mesurer la ”proximité” entre variables. Si les variables composant

les deux paires {A,B} et {A,C} sont proches en terme d’information mutuelle,

alors B et C peuvent également être supposées proches.

Cette méthode cherche à éviter le calcul de la totalité de la matrice MI. Pour ce

faire, elle construit un partitionnement des variables (appelés clusters) en se basant

sur leur information mutuelle, ce qui permet d’identifier les paires de variables qui

sont proches dans cette structure et les fournir à l’algorithme MWST de préférence

à d’autres. Le principe de cette méthode est décrit par l’algorithme 13.

La complexité algorithmique de cette méthode dépend du nombre d’arcs calcu-

lés pour former les clusters qui lui aussi dépend de deux autres paramètres. Cette

complexité est au pire des cas quadratique, mais le plus souvent sous-quadratique.

5.4 Validation expérimentale

5.4.1 Protocole expérimental

Pour tester et mesurer la qualité nos deux heuristiques sous-quadratiques, nous

avons considéré le même protocole expérimental décrit dans le chapitre 4. En effet,

nous avons testé différentes variantes de notre algorithme général en intégrant ces

heuristiques de recherche de l’arbre optimal sur le même ensemble de densités

cibles (10 DAG de 1000 variables) et sur les mêmes ensembles de données (de

taille 100, 250 et 1000) simulés à partir de ces modèles cibles.
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Algorithme 13 Algorithme Vertex Clustering ([SLW10])

Entrées: n {nombre de variables}
V = X ; C = ∅ ; MI = [0]n×n ;
Répéter
L = GetNewLeader(V, C) ;
C,MI += MakeCluster(L,V,MIN ,MIC).

Jusqu’à V = ∅
nbClusters = size(C) ;
Pour p = 1, · · · , nbClusters Faire

Pour i1, i2 : Xi1 , Xi2 ∈ Cp Faire
MI[i1, i2] = CompMI(Xi1 , Xi2 , D) ;
MI[i2, i1] = MI[i1, i2].

Fin Pour
Fin Pour
Pour ∀q < p : Cq ∈ Neighbors(Cp) Faire

Pour i1, i2 : Xi1 ∈ Cp, Xi2 ∈ Cq Faire
MI[i1, i2] = CompMI(Xi1 , Xi2 , D) ;
MI[i2, i1] = MI[i1, i2].

Fin Pour
Fin Pour
S = CompKruskal(MI) ;
return S.

Les variantes considérées sont les suivantes (le tableau 5.2 résume ces va-

riantes) :

– Application de l’heuristique ”́echantillonnage aléatoire d’arcs” sur les don-

nées d’apprentissage initiales D, cette variante est notée ESD. Nous avons

aussi testé les deux variantes de calcul des poids du mélange. Les mélanges

utilisant des poids uniformes seront notés ESDU , et ceux utilisant des poids

BDeu seront notés ESDBDe.

– Application de l’heuristique ”́echantillonnage aléatoire d’arcs” sur des copies

bootstrap B, cette variante est notée ESB. Nous avons aussi testé les deux

variantes de calcul des poids du mélange. Les mélanges utilisant des poids

uniformes seront notés ESBU , et ceux utilisant des poids BDeu seront notés

ESBBDe.

– Application de l’heuristique inertielle sur les données d’apprentissage ini-

tiales D, cette variante est notée IESD. Nous avons aussi testé les deux

variantes de calcul des poids du mélange. Les mélanges utilisant des poids

uniformes seront notés IESDU , et ceux utilisant des poids BDeu seront
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Table 5.2. Les variantes des heuristiques sous-quadratiques de recherche de l’arbre optimal à partir
de données d’apprentissage

Nom Génération Données Poids Complexité
de structures en temps

ESBU NaiveDrawMarkovTree B uniformes mK log(K)
ESBBDe NaiveDrawMarkovTree B BDeu mK log(K)
ESDU NaiveDrawMarkovTree D uniformes mK log(K)

ESDBDe NaiveDrawMarkovTree D BDeu mK log(K)

IESBU InertialDrawMarkovTree B uniformes mK log(K)
IESBBDe InertialDrawMarkovTree B BDeu mK log(K)
IESDU InertialDrawMarkovTree D uniformes mK log(K)

IESDBDe InertialDrawMarkovTree D BDeu mK log(K)

VCDU Vert. Clust D uniformes ≤ mn2 log(n)
IVCDU Inertial Vert. Clust D uniformes ≤ mn2 log(n)

notés IESDBDe.

– Application de l’heuristique inertielle sur des copies Bootstrap B, cette va-

riante est notée IESB. Nous avons aussi testé les deux variantes de calcul

des poids du mélange. Les mélanges utilisant des poids uniformes seront

notés IESBU , et ceux utilisant des poids BDeu seront notés IESBBDe.

Nous avons aussi intégré dans nos tests la méthode de [SLW10] décrite dans

la section 5.3.3 qui propose une estimation sous-quadratique de l’arbre optimal.

Cette variante est notée V CDU et utilise l’ensemble de données initiales D et des

poids uniformes.

Nous avons aussi considéré une version inertielle de cette dernière méthode

(initialement testée dans [ALSW10]), cette variante est notée IV CDU et utilise

l’ensemble de données D et des poids uniformes.

5.4.2 Résultats

5.4.2.1 Qualité d’estimation

Heuristique näıve : échantillonnage aléatoire des arcs

La figure 5.3 montre les résultats obtenus avec les deux heuristiques pour les dix

distributions cibles de taille 1000 variables pour différentes tailles de l’ensemble

de données d’apprentissage. Dans cette figure, nous ne montrons que les résultats

obtenus avec des poids uniformes. La courbe en mauve et avec des petits cercles

pleins est relative à la méthode ESBU qui échantillonne aléatoirement des arcs

candidats pour construire l’arbre de poids maximal à l’aide de l’algorithme MWST
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Figure 5.3. Mélanges d’arbres de Markov à base d’heuristiques näıve et inertielle (n = 1000)
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à partir d’une copie Bootstrap des données initiales. La courbe verte avec des petits

carrés est relative à la même méthode mais l’apprentissage de l’arbre optimal se

fait sur les données initiales directement.

Cette figure 5.3 montre que ces deux variantes de l’heuristique näıve sont sen-

siblement meilleures que les mélanges aléatoires d’arbres MTU dans le cas où la

taille des ensembles de données est de 1000, mais elles sont moins bonnes que

MTU si la taille des données est uniquement de 100 ou 250 échantillons. Ce pre-

mier résultat nous montre qu’en général cette heuristique näıve est équivalente aux

mélanges d’arbres aléatoires MTU et meilleure que les mélanges d’arbres baggés

CLBU .

L’utilisation du principe du Bagging pour construire les mélanges d’arbres sous-

optimaux confirme le résultat obtenu dans le chapitre précédent : s’il y a peu de

données disponibles, le fait d’utiliser des copies Bootstrap est meilleur qu’utiliser

les données initiales. Dans ce cadre, l’augmentation du degré d’aléatoire avec le

Bagging permet d’avoir de meilleurs résultats avec les données de plus petites

tailles. Ce résultat se traduit par le fait que ESBU est meilleur que ESDU pour

100 et 250 données, mais moins bon pour 1000 échantillons.

En conclusion, si nous disposons de très peu de données (100 ou 250 échan-

tillons), les mélanges aléatoires d’arbres MTU sont meilleurs que ceux ESBU qui

sont à leur tour meilleurs que ESDU . Cet ordre s’inverse si nous disposons d’un

ensemble plus important d’échantillons dans la base de données.

Heuristique inertielle

Dans la figure 5.3, la courbe en bleu et avec des petits triangles pleins dirigés vers

le bas est relative à la méthode inertielle IESBU qui utilise une copie Bootstrap

pour construire un arbre sous-optimal à chaque itération de l’algorithme. La courbe

rouge avec des petits triangles pleins dirigés vers le haut est relative à la méthode

inertielle IESDU qui utilise l’ensemble de données initiales pour apprendre l’arbre

sous-optimal.

La figure 5.3 montre que la courbe représentative de la méthode IESBU a

un comportement différent de celles des autres méthodes. En effet, cette courbe

décroit avec une vitesse plus importante que celles des autres méthodes : plus on

rajoute des éléments dans le mélange, meilleure est l’estimation du modèle cible.

Le même comportement est observé pour la méthode IESDU surtout dans le cas

où on dispose de 1000 échantillons.

Le deuxième résultat observé est que la méthode IESBU gagne en qualité
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d’estimation par rapport à toutes les autres méthodes, à l’exception des mélanges

d’arbres baggés, quand le nombre de composantes dans le mélange augmente. Cette

méthode IESBU tend vers la méthode à base du Bagging et l’approche quand on

ne dispose que de 100 échantillons. Quand à la méthode IESDU , elle fournit un

résultat similaire à celui obtenu avec la méthode IESBU dans le cas où la taille

des données est de 1000 échantillons, mais souffre du sur-apprentissage dans le

cadre de très peu de données (100 et 250 échantillons), même si la qualité d’esti-

mation du mélange semble s’améliorer avec l’augmentation du nombre d’éléments

dans le mélange et cette méthode tend vers CL (voir Figure 5.3 (a)). Ce dernier

comportement est expliqué par le fait que les bons arcs qui représentent mieux

les données observées D sont découverts par la récupération des bons arcs d’une

itération à une autre.

Le mariage du principe du Bagging avec l’optimisation de la recherche des

modèles s’avère bien réussi dans le cadre de grande dimension et très peu de

données. En effet, comme nous l’avons vu dans la section 5.3.1 pour les variantes

utilisant notre heuristique näıve, la qualité d’estimation des mélanges IESBU est

nettement meilleure que celle des mélanges IESDU lorsque nous ne disposons que

de 100 ou 250 échantillons pour un espace de dimension 1000.

En conclusion, nous avons montré que l’heuristique IESBU est plus inté-

ressante que IESDU tout en approchant les résultats de la meilleure méthode

CLBU .

5.4.2.2 Influence de la taille des données

Pour faire apparaitre l’influence de la taille des données d’apprentissage sur la

qualité d’estimation de nos mélanges d’arbres, nous avons considéré un ensemble

d’expériences où l’on mesure KL pour un mélange de modèles de taille fixe m =

100 et pour différentes tailles des données N = 100, 200, . . . 1000. Pour chacune

des méthodes de mélanges d’arbres sous-optimaux ainsi que les méthodes CL

et CLBU , ces expériences sont répétées pour cinq distributions cibles de taille

n = 1000 et pour 10 bases de données différentes pour chaque distribution cible.

la figure 5.4 montre les résultats obtenus. Cette figure montre que la méthode

CLBU gagne par rapport à toutes les autres méthodes et pour toutes les tailles

des données, et que seule la méthode CL l’approche quand la taille des données

est très importante. Nous remarquons aussi que toutes les méthodes à base du

bagging (CLBU , IESBU et ESBU) sont nettement meilleures que la méthode

CL lorsque la taille des données est faible (< 3000 pour CLBU , < 250 pour
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Figure 5.4. Influence de la taille des données sur la qualité de l’estimation des mélanges de taille 100

IESBU et < 120 pour ESBU). Même la méthode ESDU semble meilleure que

CL pour un ensemble de données de taille 100.

Ces résultats confirment les résultats énoncés précédemment : le principe du

Bagging permet de meilleurs résultats dans le cadre de très peu de données devant

la dimension de l’espace.

5.4.2.3 Influence du schéma de pondération

La figure 5.5 montre des courbes représentatives des résultats obtenus pour

chacune des méthodes à base d’heuristiques, en utilisant les deux schémas de

pondération (uniforme et BDeu), sous la forme d’une courbe moyenne sur cinq

distributions cibles 10 bases de données. Cette courbe est relative à un mélange de

taille 100 et elle représente la divergence KL en fonction de la taille des données.

D’après la section 4.4.2.3, l’utilisation des poids BDeu pour les mélanges

d’arbres nécessite un grand nombre d’échantillons pour être significative et donne

de meilleurs résultats que les poids uniformes. Nous avons observé le même com-

portement de ces poids pour les mélanges à base d’heuristiques näıve et inertielle.

5.4.2.4 Influence de la taille du mélange

Comme nous l’avons vu pour les mélanges aléatoires et les mélanges d’arbres

baggés, la qualité d’estimation des mélanges d’arbres sous optimaux obtenus avec

l’une de nos deux heuristiques s’améliore quand la taille du mélange augmente.

D’après la figure 5.3, nous remarquons que les courbes représentatives des mé-

thodes IESDU et IESBU ont un comportement différent de celui des courbes
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relatives aux autres méthodes. En effet, ces courbes continuent de décroitre lorsque

la taille du mélange augmente et ne semblent pas se stabiliser comme c’est le cas des

autres méthodes. Ce comportement est lié à la découverte continue de meilleures

relations entre les variables (arcs) qui viennent s’ajouter aux relations déjà dé-

couvertes lors des itérations précédentes pour améliorer encore plus la qualité de

l’estimation du mélange.

Il est donc intéressant de considérer des mélanges de grandes tailles pour les

méthodes inertielles afin d’obtenir une meilleure qualité d’estimation, contraire-

ment aux autres méthodes (MTU , CLBU , ESDU et ESBU) où un mélange de

50 éléments suffit (voir section 4.4.2.4).

D’après la figure 5.3 (a), relative à un ensemble de données de taille très

faible (100 échantillons), nous remarquons que la méthode IESDU a tendance

de converger vers la méthode CL et la méthode IESBU a se rapprocher de la

méthode CLBU à base du Bagging. Ce comportement est logique, puisque la mé-

thode IESDU apprend des arbres sous optimaux sur les données initiales D et

le fait que les bons arcs découverts à une itération sont ensuite gardés pour être

candidats lors de l’itération suivante, cela amène donc à découvrir, au bout d’un

certain nombre d’itérations, tous les arcs de l’arbre optimal obtenu par la méthode

CL. De même pour la méthode IESBU , elle recherche les bonnes relations entre

les variables en apprenant des arbres sous-optimaux sur des copies Bootstrap des

données initiales, ce qui fait tendre l’estimation du mélange vers celui du mélange

d’arbres baggés.

Pour mieux observer cette convergence, nous avons repris les simulations pour

des mélanges de taille plus grande. La figure 5.6 représente les résultats obtenus

pour les méthodes CL et IESDU d’une part, et les méthodes CLBU et IESBU

d’autres part. La taille du mélange est élevée à m = 300 arbres. Ces résultats

confirment bien la tendance de la méthode IESDU vers la méthode CL et celle

de la méthode IESBU vers la méthode CLBU .

5.4.2.5 Comparaison par rapport à d’autres méthodes

A partir de la figure 5.7, il est clair que la méthode V CDU fournit de meilleurs

résultats que nos méthodes d’échantillonnage aléatoire d’arcs (ESBU et ESDU).

Cette comparaison n’est cependant pas juste, parce que V CDU échantillonne

presque 33% des arcs à chaque itération, et ESDU (ESBU aussi) n’échantillonne

que 1.4%. Pour fournir une comparaison plus exacte, cette dernière méthode

(ESDU dans le tableau 5.2 et la figure 5.7) a été modifiée (ESDU% dans la



144 Heuristiques sous-quadratiques de mélanges d’arbres

0 50 100 150 200 250 300
35

40

45

50

55

60

65

70

75

 

 

X: 50
Y: 42.76

Taille du mélange

di
ve

rg
en

ce
 K

L

X: 180
Y: 42.61

CLBU
IESBU
IESDU
CL

Figure 5.6. Influence de la taille du mélange sur la qualité d’estimation des mélanges d’arbres
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figure 5.8) pour échantillonner un nombre plus élevé d’arcs, soit égal au nombre

d’arcs calculés par V CDU . Les résultats sont exposés dans la figure 5.8.

Notre heuristique inertielle peut aussi être appliquée à la méthode de parti-

tionnement de variables en clusters. Cette nouvelle variante est notée IV CDU . De

même que dans le paragraphe précédent, nous avons modifié la variante IESDU

en IESDU% qui échantillonne un nombre d’arcs similaire à celui calculé par

IV CDU . La figure 5.7 contient les résultats obtenus.

Le premier résultat de cette comparaison est relatif aux deux méthodes V CDU

et ESDU% : la méthode de partitionnement des variables en clusters est nettement

meilleure que celle utilisant un échantillonnage aléatoire d’arcs utilisant un nombre

similaire d’arcs pour construire l’arbre sous optimal. La recherche et la détection

des bonnes relations (V CDU) est alors plus intéressante que l’échantillonnage

aléatoire d’un grand nombre d’arcs.

Le deuxième résultat de cette comparaison est relatif aux deux méthodes iner-

tielles IV CDU et IESDU% : en utilisant le principe de report des bons arcs d’une

itération à une autre, les deux méthodes inertielles s’avèrent équivalentes de point

de vue qualité d’estimation vu qu’elles convergent toutes les deux vers un modèle

légèrement meilleur que celui de CL, même si la méthode IV CDU converge plus

rapidement.

En conclusion, notre proposition à base d’un échantillonnage aléatoire d’arcs

atteint des résultats similaires à l’heuristique ”concurrente” 5.3.3, qui effectue plu-

sieurs tests pour repérer les arcs intéressants.



5.4 Validation expérimentale 145

0 50 100 150
40

45

50

55

60

65

70

75

Taille du mélange

di
ve

rg
en

ce
 K

L

 

 

0 50 100 150
10

20

30

40

50

60

70

80

Taille du mélange

di
ve

rg
en

ce
 K

L

 

 

MTU
CLBU
ESBU
ESDU
IESBU
IESDU
VCDU
IVCDU
CL

(a) 100 données (b) 250 données

Figure 5.7. Comparaison de nos mélanges à bases d’heuristiques et les méthodes de l’état de l’art
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Table 5.3. Temps de calcul en secondes

1 arbre 150 arbres

MTU <1 37

CLBU 140 21330

ESBU 8 1288

ESDU 2.5 507

IESBU 8 1298

IESDU 2.5 567

VCDU 49 9945

IVCDU 49 10870

ESDU% 62 10724

IESDU% 62 10821

ESBU% 67 13566

IESBU% 67 13574

Cette méthode est encore améliorée par la perturbation des données d’ap-

prentissage en utilisant le principe du Bagging. En effet, la méthode IESBU%

correspond à la méthode IESBU mais utilisant un nombre d’arcs similaire que

celui utilisé par la méthode V CDU . Cette nouvelle variante IESBU% est nette-

ment meilleure que celle IV CDU et elle permet d’approcher la méthode CLBU

quand la taille du mélange augmente (voir figure 5.8).

En conclusion, nos heuristiques donnent de meilleurs résultats lorsque la valeur

de K augmente. Il sera donc intéressant d’augmenter cette valeur, mais il faut avoir

un contrôle sur la complexité et ne pas faire tendre K vers n2.

5.4.2.6 Complexité en temps de calcul

D’après les sections 5.3.1 et 5.3.2, la complexité des mélanges d’arbres sous-

optimaux construit en utilisant l’une de nos deux heuristiques (näıve et inertielle)

est sous-quadratique et très proche du quasi-linéaire.

Pour compléter cette étude des besoins de nos méthodes, nous avons mesuré

le temps de calcul nécessaire pour la construction d’un mélange de taille m = 150

pour chacune de ces méthodes. Le tableau 5.3 contient les résultats obtenus, en

terme de temps de calcul, pour un ensemble de données de taille 100 et correspon-

dant à un espace de 1000 variables.

D’après la section 5.3.2, la méthode inertielle IESBU fournit des résultats

compétitifs avec ceux de la méthode CLBU et surtout dans le cas où on ne dispose

que de très peu de données. Ces résultats se traduisent par le fait que IESBU
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tend vers CLBU quand le nombre d’éléments dans le mélange augmente.

Du point de vue temps de calcul, ce résultat est aussi confirmé. En effet, dans

le cas où on ne dispose que de 100 échantillons dans la base de données d’appren-

tissage, un mélange IESBU de taille m = 180 donne une qualité d’estimation

(KL = 42, 61) très proche de celle obtenue avec un mélange de 50 arbres bag-

gés (KL = 42, 76) (voir figure 5.6). D’après le tableau 5.3, nous pouvons estimer

grossièrement le temps de calcul nécessaire pour construire le premier mélange

à environ 1500 secondes. Ce qui est nettement inférieur à celui nécessaire pour

construire le deuxième mélange estimé à environ 50× 140 ≈ 7000 secondes.

Cette méthode inertielle IESBU de complexité quasi-linéaire s’avère donc une

bonne alternative à la méthode quadratique à base du Bagging, qui fournit les

meilleurs résultats dans tous les cas.

Les méthodes utilisant un nombre d’arcs similaire (échantillonné aléatoirement

pour les méthodes ESDU% et IESDU%, et détérminé par la procédure de par-

titionnement des variables pour les méthodes V CDU et IV CDU) ont un temps

de calcul similaire aussi (voir table 5.3). Ce résultat est logique, puisque toutes

ces méthodes calculent le même nombre d’informations mutuelle et ont le même

nombre d’arcs candidats à l’entrée de l’algorithme de Kruskal qui permettra de

construire l’arbre optimal correspondant.

En ce qui concerne les méthodes CLBU et IESBU%, le temps de calcul cor-

respondant à chacune d’entre elles montre bien que la méthode IESBU% est pré-

férable puisqu’elle peut être effectuée en un temps largement inférieur à celui de

CLBU . De plus, IESBU% a des performances en qualité d’estimation et en ra-

pidité de convergence similaires aux ceux de CLBU .

5.5 Conclusion

Nous avons présenté dans ce chapitre deux propositions de mélanges d’arbres

sous-optimaux pour l’estimation de densité en appliquant le principe du P&C pour

affaiblir la procédure de recherche de l’algorithme de Chow et Liu et baisser la

complexité totale de la construction d’un mélange de modèles. Nous avons ensuite

utilisé le même protocole expérimental présenté dans le chapitre précédent qui

nous a servi pour évaluer nos approches et étudier l’intérêt du principe P&C dans

le cadre de problèmes de grande dimension et très peu de données.

Nous avons pu montrer lors de ce chapitre que l’application du principe du

P&C sur la procédure de construction des éléments du mélange ainsi que sur les
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données d’apprentissage a permis d’atteindre de bons résultats de point de vue

qualité d’estimation tout en ayant une complexité algorithmique raisonnable pour

être applicable dans le cadre de grande dimension et très peu de données.







Chapitre 6

Conclusion et perspectives

Dans ce chapitre, nous présentons dans la section 6.1 une synthèse des travaux

qui ont été abordés dans ce mémoire en récapitulant les principaux résultats et

contributions de ce travail. Ensuite, nous évoquons dans la partie 6.2 un ensemble

de perspectives.

6.1 Synthèse des travaux présentés dans ce mémoire

Ce paragraphe s’organise autour de trois principales parties : la section 6.1.1

rappelle les motivations des mélanges de modèles graphique probabilistes pour

l’estimation de densité en grande dimension, la section 6.1.2 présentera les résultats

obtenus avec les mélanges de modèles simples aléatoires ainsi que les mélanges

d’arbres à base du Bagging. La section 6.1.3 présentera l’apport de la perturbation

de la méthode de Chow et Liu sur la qualité d’estimation de nos mélanges d’arbres

sous-optimaux ainsi que sur leur complexité algorithmique.

6.1.1 Motivations de nos approches proposées

L’estimation de densité en grande dimension est face à un ensemble de dif-

ficultés. D’une part, l’augmentation de la dimension du problème entrâıne une

augmentation exponentielle du nombre de paramètres nécessaire pour estimer une

densité. De plus, le nombre d’échantillons disponible ne suit pas cette augmenta-

tion du nombre de variables et reste relativement très faible, ce qui rend difficile

et mauvaise une estimation de densité par les méthodes classiques.

Les modèles graphiques probabilistes fournissent une aide non négligeable pour

lutter contre le problème de l’augmentation du nombre de paramètres en fournis-
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sant une factorisation de la loi jointe mais souffrent d’un problème de passage à

l’échelle.

Le principe du P&C permet de lutter contre les problèmes de passage à l’échelle

et de l’estimation à partir de données de très faible taille.

Nous avons alors proposé dans ce travail d’appliquer le principe du P&C pour

la construction de mélanges de modèles graphiques probabilistes simples pour faire

de l’estimation de densité en grande dimension.

6.1.2 Mélanges de modèles simples pour l’estimation de densité

Nous avons présenté en premier lieu deux propositions de mélanges de mo-

dèles aléatoires pour l’estimation de densité en appliquant le principe du P&C

pour échantillonner aléatoirement des modèles simples de type arbre et polyarbre.

Nous avons aussi présenté une troisième proposition de mélanges d’arbres baggés

en appliquant le principe du P&C pour perturber les données d’apprentissage en

utilisant la technique du Bootstrapping. Dans ce cas de mélanges, les arbres sont

appris à partir des copies bootstrap au moyen de l’algorithme MWST. Cette der-

nière méthode est quadratique en fonction du nombre de variables, alors que les

deux méthodes relatives aux mélanges de modèles aléatoires sont linéaires.

Nous avons montré que les mélanges proposés sont une solution potentiellement

intéressante pour l’estimation de densité dans les espaces creux. En effet, ils per-

mettent d’obtenir une bonne estimation et de réaliser des inférences probabilistes

en un temps linéaire grâce à l’utilisation de modèles arborescents. Les mélanges

de polyarbres sont équivalents aux mélanges d’arbres de point de vue qualité d’es-

timation. Les meilleurs résultats sont obtenus avec les mélanges d’arbres baggés

qui ont une complexité quadratique en fonction du nombre de variables, ce qui

peut s’avérer coûteux dans le cadre de grande dimension. Pour cela, nous avons

proposé un autre type de mélanges en appliquant encore une fois le principe du

P&C pour essayer de baisser la complexité de ces derniers mélanges.

Nous avons aussi montré que nos approches proposées pour l’estimation de

densité par les mélanges d’arbres sont extensibles au cas continu.

6.1.3 Heuristique de recherche de l’arbre optimal

Nous avons présenté dans ce travail deux propositions de mélanges d’arbres

sous-optimaux pour l’estimation de densité en appliquant le principe du P&C

pour affaiblir la procédure de recherche de l’algorithme de Chow et Liu et baisser
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la complexité totale de la construction d’un mélange de modèles. Nous avons

ensuite utilisé le même protocole expérimental présenté dans le chapitre précédent

qui nous a servi pour évaluer nos propositions et étudier l’intérêt du principe P&C

dans le cadre de problèmes de grande dimension et très peu de données.

Nous avons pu montrer que nos deux heuristiques (näıve et inertielle) de com-

plexité quasi-linéaire donnent de bons résultats dans le cas où les données dispo-

nibles sont de faible taille devant la dimension de l’espace et que notre heuristique

inertielle est meilleure que celle näıve. Nous avons montré aussi que le principe

du Bagging permet d’améliorer les résultats dans ce même cadre. En effet, notre

méthode inertielle utilisant des copies Bootstrap (IESBU), quasi-linéaire, s’avère

une bonne alternative à la méthode quadratique à base du Bagging (CLBU), qui

fournit les meilleurs résultats dans tous les cas.

Un autre résultat important est que nos heuristiques donnent de meilleurs

résultats lorsque la valeur de K (nombre de termes considéré pour remplir la

matrice d’information mutuelle) augmente. Il sera donc intéressant d’étudier l’effet

d’autres valeurs de ce paramètre en augmentant sa valeur, mais tout en contrôlant

la complexité et ne pas faire tendre K et donc la complexité globale de la méthode

vers n2

6.2 Perspectives

Pour compléter ce travail, l’étape suivante consiste à tester nos approches sur

des distributions cibles représentant des problèmes réels. Même si la dimension des

réseaux bayésiens (discret) disponibles sont de taille réduite (quelques centaines

de noeuds), il est possible d’en construire un autre de taille plus élevée en utilisant

des techniques dites de tilling [TSBA06].

Une autre piste de travaux est d’améliorer notre procédure d’échantillonnage

de polyarbres en imposant qu’elle soit uniforme dans l’espace des représentant des

classes d’équivalence de Markov. Cela nous permettra de mieux étudier l’apport

des mélanges de polyarbres.

Plusieurs travaux se sont orientés vers l’utilisation de modèles plus faibles que

les arbres, les forêts, dans les espaces de grande dimension. Parmi ces travaux nous

citons par exemple [GLL+10, EdAL10]. La motivation de ces travaux est le fait

que dans les espaces de grande dimension, les données disponibles sont générale-

ment de taille très faible. L’utilisation de modèles faibles (avec le moins d’arcs) est

la solution la plus appropriée d’après [WJ08] pour éviter les problèmes liés comme
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le sur-apprentissage. Il est donc intéressant de tester les mélanges de forêts pour

l’estimation de densité en grande dimension. Dans ce sens, et fidèlement à nos

propositions, nous pouvons tester des mélanges de forêts aléatoires, comme nous

pouvons tester les mélanges de forêts optimales construites à partir de copie Boots-

trap des données initiaux. Cette perspective peut être motivée par la présence de

travaux [GLL+10, EdAL10] qui ont proposé des adaptations de l’algorithme de

Chow et Liu pour apprendre une forêt optimale, soit par exemple en incluant une

phase d’élagage permettant d’enlever des arcs jugés moins pertinents (avec des

poids négatifs par exemple).

Suite au succès que nos propositions ont eu dans le cadre discret, et comme nous

avons montré que notre approche est extensible au cas de gaussiennes multivariées,

la perspective la plus immédiate est de tester nos approches à base de mélanges de

modèles simples dans le cas continu ou même le cas conditionnel gaussien (mélange

de variables continues et d’autres discrètes). Cette perspective est motivée par les

travaux [EdAL10, GL09] qui proposent une extension de l’algorithme de Chow

et Liu pour approcher l’arbre optimal représentant une distribution gaussienne

multivariée.

Une autre perspective pour ce travail se place dans le cadre des applications en

grande dimension qui continuent à avoir un intérêt important actuellement. Cela

peut être constaté par les workshop récents qui s’intéressent aux problèmes des

grandes dimensions ainsi que les solutions possibles. Parmi ces ateliers nous citons

le workshop High Dimensional Problems and Solutions 1 qui a eu lieu à Paris du

21 au 22 Juin 2010 et le 4th Workshop on High-Dimensional Approximation 2 qui

aura lieu du 26 au 30 Juin 2011 en Allemagne. Il est alors possible d’intégrer nos

approches dans les applications réelles qui nécessitent de faire de l’estimation de

densité en grande dimension, tels que les applications de classification ou encore

les EDA, et tester l’apport de nos approches par rapport aux approches existantes

classiquement utilisées.

1. http ://hdps2010.lille.ensam.fr/hdps2010/
2. http ://hda2011.ins.uni-bonn.de/
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ensembles aléatoires de poly-arbres. In Proceedings of 4èmes journées
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Annexe A

Notions de graphe

Cette annexe introduit certaines notions en relation avec les graphes et elle est

inspirée de [BK02].

Définition 8 (Graphe)

Un graphe est une paire G = (V,E), où V est un ensemble fini de noeuds et

E ⊆ V × V est un ensemble fini d’arcs. Un graphe ne contient pas de boucles,

c’est-à-dire, il n’existe pas d’arc (A,A) pour tout A ∈ V .

G est dit non dirigé si

∀A,B ∈ V : (A,B) ∈ E ⇒ (B,A) ∈ E

Les deux paires (A,B) et (B,A) sont identifiées et représentent un seul arc

(non dirigé), dit arête.

G est dit dirigé si

∀A,B ∈ V : (A,B) ∈ E ⇒ (B,A) /∈ E

Un arc (A,B) est considéré dirigé de A vers B.

Graphes non orientés (non dirigés)

Définition 9 (Voisinage)

Soit G = (V,E) un graphe non dirigé. Un noeud B ∈ V est appelé adjacent

à un noeud A ∈ V ou voisin de A si et seulement si il existe une arête entre
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eux, i.e. si et seulement si (A,B) ∈ E. L’ensemble de tous les voisins de A,

V(A) = {B ∈ V |(A,B) ∈ E},

est appelé voisinage du noeud A et l’ensemble

fermeture(A) = V(A) ∪ {A}

est appelé la fermeture de A.

Définition 10 (Châıne, Cycle)

Une châıne est une suite d’arêtes dans laquelle chaque arête est reliée à la

précédente et à la suivante par une extrémité commune. Une châıne peut être

définie par la suite des sommets qu’elle rencontre.

Un cycle est une châıne finie de longueur supérieure à 2 pour laquelle ses

sommets initiaux et finaux sont identiques.

Définition 11 (Sous-graphe complet, Clique)

Soit G = (V,E) un graphe non dirigé. Un graphe non dirigé GX = (X,EX)

est appelé sous-graphe de G (induit par X) si et seulement si X ⊆ V et

EX = (X × X) ∩ E, i.e. si et seulement si il contient un sous ensemble de

noeuds dans G et tous ses arrêtes correspondantes.

Un graphe non dirigé G = (V,E) est appelé complet si et seulement si

son ensemble d’arrêtes est complet, i.e. si et seulement si toutes les arrêtes

possibles sont présentes, ou formellement si et seulement si

E = V × V − {(A,A)|A ∈ V }

Un sous-graphe complet est appelé clique.

Graphes orientés (dirigés)

Définition 12 (Chemin, Circuit)

Pour un graphe dirigé
→
G= (V,

→
E), on appelle chemin une suite (u1, . . . , uk)

d’arcs telle que l’extrémité de chaque arc cöıncide avec l’origine du suivant.

Un circuit est un chemin pour lequel le sommet initial et le sommet ter-
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minal sont identiques.

L’entier naturel non nul k est alors appelé la longueur du chemin. Un

chemin peut également être identifié par la suite des noeuds (X1, . . . , Xk+1)

par lesquels il passe.

Définition 13 (Squelette)

Soit
→
G (V,

→
E) un graphe dirigé. Soit l’ensemble E∗ = {arêtes A,B|(A,B) ∈ E

et/ou (B,A) ∈ E}.
Le graphe non dirigé G∗ = (V,E∗) est appelé squelette de G.

Définition 14 (Ordre topologique)

soit
→
G (V,

→
E) un graphe dirigé sans circuits. Une numérotation des arcs de

→
G,

i.e. une fonction o : V → {1, . . . , |V |}, verifiant

∀A,B ∈ V : (A,B) ∈
→
E⇒ o(A) < o(B)

est appelé ordre topologique des noeuds de
→
G.





Annexe B

Représentation graphique

d’indépendance conditionnelle

Cette annexe est relative aux notions de représentation graphique des indé-

pendances onditionnelles et elle est inspirée de [BK02] et [NWL+04].

B.1 Axiomes des modèles d’indépendance

Définition 15 (Modèles d’indépendance)

Soit V un ensemble fini et non vide de variables, on note T (V ) l’ensemble des

triplets (X⊥Y |Z)de sous-parties disjointes X, Y , Z de V où X et Y sont non

vides. Toute sous-partie de T (V ) est un modèle d’indépendance.

(X⊥Y |Z)M est la proposition logique qui indique que le triplet (X⊥Y |Z)

appartient au modèle d’indépendance M.

Définition 16 (Semi-Graphöıde)

Un modèle d’indépendance M est un semi-graphöıde s’il satisfait pour tout X,

Y , Z, W sous-ensembles disjoints de V :

- Indépendance triviale : (X⊥∅|Z)M

- Symétrie : (X⊥Y |Z)M ⇒ (Y⊥X|Z)M

- Décomposition : (W ∪X⊥Y |Z)M ⇒ (W⊥Y |Z)M ∧ (X⊥Y |Z)M

- Union faible : (W ∪X⊥Y |Z)M ⇒ (X⊥Y |Z ∪W )M

- Contraction : (X⊥Y |Z ∪W )M ∧ (W⊥Y |Z)M ⇒ (W ∪X⊥Y |Z)M
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Une relation ternaire (.⊥.|.) qui satisfait les axiomes du semi-graphöıde pour

tout X, Y , Z et W est appelée semi-graphöıde.

On peut définir pour chaque modèle d’indépendance M ⊂ T (V ) un semi-

graphöıde SG(M) qui est le semi-graphöıde minimal (au sens de l’inclusion) conte-

nant M . SG(M) est la fermeture de semi-graphöıde M .

Définition 17 (Graphöıde)

Un modèle d’indépendance M est un graphöıde s’il est semi-graphöıde et s’il

satisfait :

- Intersection : (W⊥Y |Z ∪X) ∧ (X⊥Y |Z ∪W ) ⇒ (W ∪X⊥Y |Z)

Une relation ternaire (.⊥.|.) qui satisfait les axiomes du graphöıde pour tout

X, Y , Z et W est appelée graphöıde.

De même que pour le semi-graphöıde, G(M) est la fermeture de graphöıde de

M .

B.2 Modèles d’indépendance et loi de probabilité

Toute loi de probabilité P sur un ensemble V de variables définit un mo-

dèle d’indépendance. Il suffit de lister l’ensemble des triplets (X,Y, Z) de sous-

ensembles disjoints de V qui vérifient la propriété d’indépendance conditionnelle

X⊥Y |Z. En notant MP le modèle d’indépendance ainsi crée, on a :

Théorème 1

- MP possède une structure de semi-graphöıde.

- Si P est positive alors MP possède une structure de graphöıde.

Le théorème 1 implique que le modèle d’indépendance issu d’une loi de proba-

bilité a une structure de semi-graphöıde.

Théorème 2

La fermeture F de sous-graphöıde de tout couple d’éléments de T (V ) est

un modèle d’indépendance conditionnelle probabiliste.

C’est-à-dire : il existe une loi de probabilité P sur l’ensemble des variables

V telle que P (X|Y,Z) = P (X|Z) ⇔ (X⊥Y |Z)F .
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La notion de graphöıde introduite par [PP85] et [Gei90] permet de faire le lien

entre la notion d’indépendance conditionnelle entre les variables aléatoires, et les

notions de séparation dans les graphes non orientés et de d-séparation dans les

graphes orientés. Cette notion justifie alors l’identification entre variables aléa-

toires et noeuds d’un graphe.

B.3 Modèles d’indépendance et séparation dans les

graphes

Les modèles d’indépendance permettent de décrire certaines propriétés en théo-

rie des graphes. Réciproquement, représenter un modèle par un graphe permettrait

de visualiser beaucoup plus facilement la relation représentée par ce modèle.

Un graphe est une relation binaire entre les éléments d’un ensemble alors qu’un

modèle d’indépendance est une relation ternaire entre sous-parties de cet ensemble.

Le lien entre ces deux types de relation est apporté par la notion de séparation

définie par la définition 18.

Définition 18 (Séparation)

Soit un graphe G = (V,E), pour tout triplet (X,Y, S) de sous-parties de V ,

disjointes deux à deux, on note 〈X|S|Y 〉G la propriété ”X et Y sont séparés

par S dans le graphe G”.

La séparation permet d’introduire une relation ternaire sur les sous-ensembles

de noeuds d’un graphe.

Définition 19 (I-MAP, D-MAP, P-MAP, Graphe Isomorphisme)

Soit G = (V,E) un graphe et M ⊂ T (V ) un modèle d’indépendance,

– G est une D-map de M ssi (X⊥Z|Y ) ⇒ 〈X|Y |Z〉G
– G est une I-map de M ssi (X⊥Z|Y ) ⇐ 〈X|Y |Z〉G
– G est une P-map de M ssi (X⊥Z|Y ) ⇔ 〈X|Y |Z〉G

Si un graphe G est une D-map d’un modèle M , toute connexion de sous-

ensembles de noeuds indique une dépendance dans M . Si le graphe est une I-map,

toute séparation est alors l’indication d’une indépendance dans le modèle. Une

P-map est à la fois une D-map et une I-map.



178 Représentation graphique d’indépendance conditionnelle

B.3.1 Séparation dans les graphes non orientés

Définition 20 (Séparation non orientée : u-séparation)

Soit G = (V,E) un graphe non orienté ; pour tout triplet (X,Y, Z) de sous-

ensembles dijoints de G, X est u-séparé de Y par Z dans G (noté 〈X|Z|Y 〉G)

si et seulement si toute châıne d’un noeud de X vers un noeud de Y passe

par un noeud de Z. Un chemin qui contient un noeud de Z est appelé bloqué

(par Z), sinon, il est appelé actif.

〈X|Z|Y 〉G ⇔
[
∀(xi)i∈{1...p}⊂N chaine de G, x1 ∈ Xxp ∈ Y ⇒ ∃i ∈ {1...p}, xi ∈ Z

]

B.3.2 Séparation dans les graphes orientés : d-séparation

La séparation dans les graphes orientés (d-séparation) est plus complexe que

dans les graphes non-orientés (u-séparation). Cette dernière prend en compte la

direction des arcs entre les variables.

Définition 21 (Puits et V-structures)

Soit une châıne C = (xi)i∈I dans un graphe orienté
→
G. On dira que xi est un

puits de la châıne C s’il est du type : xi−1 → xi ← xi+1 ; c’est-à-dire s’il est

un sommet à arcs convergents dans la châıne.

On appelle V-structure de sommet puits C, tout sous-graphe de la forme

xi−1 → xi ← xi+1 où xi−1 et xi+1 ne sont pas connectés.

Définition 22 (Châıne active, bloquée)

Soit une châıne C = (xi)i∈I dans
→
G et Z un sous-ensemble de noeuds de

→
G.

C est une châıne active par rapport à Z si les deux conditions suivantes sont

réunies :

– Tout puits de C a l’un de ses descendants dans
→
G ou lui même qui

appartient à Z.

– Aucun élément de C qui n’y est pas un puits n’appartient à Z.

Une châıne non active par rapport à Z est dite bloquée par Z.

Définition 23 (d-séparation)

Soit
→
G= (V,

→
E) un graphe orienté sans circuits (DAG) ; pour tout triplet
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(X,Y, Z) de sous-ensembles dijoints de
→
G, X est u-séparé de Y par Z dans

→
G

(noté

〈 →
X|Z|Y

〉
→
G

) si et seulement si toute châıne (xi)i∈{1...p} avec x1 ∈ X

et xp ∈ Y est bloquée par Z.

B.4 Propriétés de Markov et factorisation

Soit un graphe G = (V,E) et une probabilité P sur l’ensemble des variables V .

La question qui se pose ici est de pouvoir exploiter les propriétés graphiques (sépa-

ration) pour représenter les lois d’une probabilité (indépendance conditionnelle).

Comment alors trouver le rapport entre séparation et indépendance conditionnelle ?

Ce rapport permettra de mesurer la précision des informations que le graphe G

apporte sur P.

Cela se traduit par une série de propriétés dites de Markov qui sont plus ou

moins fortes : plus le graphe vérifie de propriétés fortes, mieux il représente la loi

de probabilité P.

B.4.1 Cas des graphes non orientés

Définition 24 (Propriétés de Markov)

Le graphe non orienté G et la loi de probabilité P peuvent vérifier :

(P) la propriété de Markov par paire

si et seulement si ∀x, y ∈ V, x et y non adjacents dans G,

x⊥y|(V \ {x, y})

(L) la propriété de Markov locale

si et seulement si ∀x ∈ V,

x⊥(V \ ϑ̄x)|ϑx

où ϑx est le voisinage du noeud x et ϑ̄x est la fermeture de voisinage de

x, c’est-à-dire ϑ̄x = ϑx ∪ {x} (voir Annexe A)

(G) la propriété de Markov globale

si et seulement si ∀X,Y, Z ⊂ V disjoints,

〈X|Z|Y 〉G ⇒ X⊥Y |Z
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Définition 25 (Réseau Markovien)

Un graphe vériafiant (G) pour P est un réseau Markovien de P.

Théorème 3

(G)⇒ (L)⇒ (P )

La propriété de Markov (P) ne demande que de tester chaque paire de variables

non adjacentes alors que tester (G) demande un calcul sur un grand nombre de

triplets de sous-ensembles de V . Alors une propriété du type (P)⇒ (L) ⇒ (G)

serai plus interessante. Malheureusement, cela n’est pas toujours vrai.

Théorème 4

Si la loi de probabilité P vérifie la propriété suivante :

∀X,Y, Z,W sous− ensembles disjoints de V,

Si X⊥Y |Z ∪W et X⊥Z|Y ∪W alors X⊥Y ∪ Z|W

Alors, l’équivalence (G) ⇒ (L) ⇒ (P) est vérifiée.

Définition 26 (Factorisation)

Soit une loi de probabilité joint P(V ) et un graphe non orienté G = (V,E),

P est dite factorisable ou décomposable selon G si et seulement si pour

tout sous-graphe complet S de G, il existe une fonction ΨS(V ) ne dépendant

que des noeuds de S telle que :

P(V ) =
∏

S sous−graphe complet de G
ΨS(V )

ΨS est appelée un potentiel.

Propriété 1

Soit C l’ensemble des cliques de G. P se factorize selon G si et seulement si
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pour toute clique C de C, il existe un potentiel ΨC tel que :

P(V ) =
∏
C∈C

ΨC(V )

Comme toutes les probabilités ne se factorisent pas ainsi, on note :

MF (G) l’ensemble des probabilités pouvant se factoriser ainsi selon G,

Pour une probabilité P, (F) la propriété ”P ∈” MF (G).

Théorème 5

Une probabilité P pouvant se factoriser selon G vérifie alors la propriété

globale de Markov (G), donc

(F )⇒ (G)⇒ (L)⇒ (P )

De plus, si P est positive,

(F )⇔ (G)⇔ (L)⇔ (P )

Alors, si un graphe non orienté G = (V,E) est un graphe d’indépendance

conditionnelle représentant une distribution de probabilité P (strictement positive)

si et seulement si P est factorisable selon G.

B.4.2 Cas des graphes orientés

Définition 27 (Propriété orientée de Markov)

Le graphe orienté
→
G et la loi de probabilité P vérifiant :

(OP) Propriété orientée de Markov par paire

si et seulement si ∀x, y ∈ V, x et y non adjacents dans
→
G et y ∈ nd(x),

x⊥y|(nd(x) \ {y})

(OL) Propriété orientée de Markov locale

si et seulement si ∀x ∈ V,

{x}⊥nd(x)|Πx
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(OG) Propriété orientée de Markov globale

si et seulement si ∀X,Y, Z ⊂ V disjoints,〈 →
X|Z|Y

〉
→
G

⇒ X⊥Y |Z

avec nd(x) signifie non descendant de x et Πx représente l’ensemble des parents

de x.

Tout comme dans le cas non orienté, la propriété de Markov globale (OG)

représente la plus forte propriété que peut vérifier un graphe orienté pour y lire

directement une indépendance conditionnelle.

Théorème 6

(OG)⇔ (OL)⇒ (OP )

Si de plus P est positive, alors

(OG)⇔ (OL)⇔ (OP )

Définition 28 (Factorisation récursive)

Soit une loi de probablité jointe P(V ) et un graphe orienté
→
G= (V,E). On dit

que P possède une factorisation récursive selon
→
G si et seulement si pour

tout noeud X de G, il existe une fonction kX(X,ΠX) telle que :

P(V ) =
∏
X∈V

kX(X,ΠX)

Les fonctions kX sont les lois de probabilité conditionnelle de X sachant ses

parants ΠX :

P(V ) =
∏
X∈V

P(X,ΠX)

Comme toutes les lois de probabilité ne se factorisent pas ainsi, soit (OF) la

propriété ”P se factorise récursivement selon
→
G”. La relation entre factorisation

récursive et propriété orientée de Markov est la suivante :
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Théorème 7

(OF )⇔ (OG)

Alors, si un graphe orienté
→
G= (V,

→
E) est un graphe d’indépendance condi-

tionnelle représentant une distribution de probabilité P si et seulement si P est

factorisable selon
→
G.

‘Étant donnée une loi de probablité P, il n’y a pas forcément un unique graphe
→
G permettant la factorisation récursive de P, on appelle classe d’équivalence

de Markov l’ensemble des graphes permettant une factorisation récursive de P,

c’est-à-dire l’ensemble des graphes représentant le même modèle d’indépendance.

Définition 29 (Équivalence au sens de Markov)

Deux DAG sont équivalents au sens de Markov (noté ≡) s’ils représentent les

mêmes relations d’indépendance conditionnelle.

Théorème 8 ([VP91])

Deux DAG sont équivalents si et seulement si ils ont le même squelette

et les mêmes V-structures.



 
 
 

 
 

 
 

 
 

 
 
 

 
 

 
 

 

 

 

 

 
 
 

 
 

 

 

 
 

 



Modèles Graphiques Probabilistes pour l'Estimation de Densité  
en grande dimension : applications du principe Perturb & Combine  

pour les mélanges d'arbres  
Résumé : 
Dans les applications actuelles, le nombre de variables continue d'augmenter, ce qui rend difficile 
l'estimation de densité. En effet, le nombre de paramètres nécessaire pour l'estimation croit 
exponentiellement par rapport à la dimension du problème. Les modèles graphiques probabilistes fournissent 
une aide non négligeable pour lutter contre ce problème en fournissant une factorisation de la loi jointe mais 
souffrent d'un problème de passage à l'échelle. 
Le problème de grande dimension s'accentue du fait que le nombre d'observations avec lequel on effectue 
l'estimation de densité n'augmente pas dans les mêmes proportions, et reste même extrêmement faible dans 
certains domaines d'applications. La factorisation de la loi jointe s'avère non suffisante pour effectuer une 
estimation de densité de qualité lorsqu'il y a très peu de données. Le principe du Perturb & Combine, 
initialement appliqué en classification, permet de lutter contre ce genre de problèmes. 
Dans le cadre de cette thèse, nous proposons un algorithme générique d'estimation de densité en appliquant 
le principe du Perturb et Combine à une famille de modèles graphiques probabilistes "simples" , les 
structures arborescentes "manipulables" avec une complexité au pire quadratique. 
Plusieurs variantes de cet algorithme sont proposées en exploitant à deux niveaux le principe de perturbation: 
perturbation de la génération des modèles simples et perturbation des données d'apprentissage. 
Les expérimentations effectuées lors de ce travail montrent que nos premières approches sont concluantes en 
ce qui concerne la qualité d'approximation, pour une complexité algorithmique quadratique encore 
insuffisante en grande dimension. 
Notre seconde contribution concerne donc une nouvelle application du principe de perturbation, permettant 
d'arriver à une complexité algorithmique proche du quasi-linéaire pour une même qualité d'approximation. 
 
Mots-clés : Estimation de densité, modèles graphiques probabilistes, Perturb & Combine, données éparses, 
espaces de grande dimension. 
 
  

Probabilistic graphical models for density estimation  
in high dimensional spaces: application of the Perturb & Combine  

principle with tree mixtures 
Abstract : 
The dimensionality of current applications increases which makes the density estimation a difficult task. 
Indeed, the needed number of parameters to make estimation grows exponentially with respect to the 
dimension of the problem. Probabilistic graphical models can be used to solve this problem by providing a 
factorization of the joint distribution, but they suffer from a problem of scalability. The problem of high 
dimensional spaces is accentuated by the number of observations used to perform density estimation witch is 
not increased in the same proportions, and even remains extremely law in some applications. 
Factorization of the joint distribution is not sufficient to perform good density estimation with sparse data. 
The Perturb and Combine framework, first explored in classification, provide solutions for such problems. 
In this work, we explore and propose a generic algorithm for density estimation by applying the Perturb and 
Combine principle to a reduced family of simple probabilistic graphical models. These tree structures we 
proposed to use can be "manipulated" with at worst a quadratic complexity. Several variants of this 
algorithm are proposed by exploiting the Perturb and Combine principle according to two levels: 
perturbation of the tree generating procedure and perturbation of the learning dataset.  
Our initial approaches are conclusive regarding the quality of approximation, with a quadratic computational 
complexity, still insufficient in high dimensional spaces. Our second contribution concerns therefore a new 
application of the Perturb and Combine principle, which allows attending almost quasi-linear computational 
complexity, for the same quality of approximation.  
 
Keywords: Density estimation, probabilistic graphical models, Perturb &Combine, high dimensional sparse 
data.  
 
Discipline : Informatique 
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