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Nomenclature

Clustering et Algebre linéaire

%
Ai

Matrice indicatrice du partitionnement Py .

Parametre de régularisation dans une fonction objectif pour en équilibrer les
termes.

G(R’,T) = (VI(I),E7(Z)) L hyper graphe support du schéma de relation R’ pour
( yper graphe supp p

R*

71—

RI™

I’instance 7.

La séquence de schémas de relation pointés par les références successives de
fE(R?), avec dupliquas.

La séquence de schémas de relation pointés par les références successives de
fE(R?), sans dupliquas.

| A]|3- Norme de Frobenius au carré de la matrice A.

RlQ

o>

s[> %|> §|> ~> =D

Une matrice approximant 7,5 (généralement par produit de matrices facteur de
dimensions inférieures).

La divergence de Bregman calculée a partir de la fonction convexe ® entre deux

matrices.

La f-divergence calculée a partir de la fonction f entre deux matrices.

La I divergence calculée entre deux matrices.

La KL divergence calculée entre deux matrices.

La norme [ — p calculée entre deux matrices et pondérée par une matrice .

La norme [ — p calculée entre deux matrices.

A(ij) Element de la matrice A situé a la i®™ ligne et j° colonne.

cut(G, Py) Coupe totale d’un graphe G dont les nceuds sont partitionnés en Py .

D

Gi
I

Matrice diagonale telle que D(i) contient le degré de I’individu ¢ dans la ma-
trice d’affinités dont D est issue.

yeme

La matrice facteur pour le :“** mode de données.

Matrice identité.

15



16 NOMENCLATURE

L Matrice laplacienne.
M]|.,c] Restriction de M a un ensemble ¢ de ses colonnes.
M]r,.] Restriction de M a un ensemble r de ses lignes.

Mz(R:) Matrice issue de la restriction de I'instance Z au type d’association binaire
Ri.

ncut(G, Py) Coupe normalisée d’un graphe G dont les nceuds sont partitionnés en P, .
Q Mesure de modularité d’un graphe partitionné.

Ry Une matrice d’associations entre deux ensembles d’individus potentiellement
disjoints.

rcut(G, Py) Ratio de coupe d’un graphe G dont les neeuds sont partitionnés en Py .
S Matrice facteur liant les GG; pour la tri factorisation non négative de matrices.

54 Une fonction de similarités d’un ensemble de tuples utilisant une restriction de
leurs attributs A.

s;(Z(R7)) = W;(Z) Une fonction de similarité évaluée pour tous les individus de la
restriction au schéma R’ d’une instance Z. Le résultat est une matrice de simi-
larités W;.

s;(t1,t2) Une fonction de similarité évaluée pour deux tuples ¢1 et ¢2 appartenant au
schéma de relation R/.

tr(X) Trace de la matrice X.

w Matrice de poids ou de similarités entre individus d’'un méme ensemble.
X Une matrice.

X!  La matrice transposée de X .

Modeles Probabilistes

« Hyper parametre singleton de Dirichlet représentant un nombre global d’indi-
vidus synthétiques équivalents, pour le score Equivalent (Uniform) Bayesian
Dirichlet.

reme ieme

ayijr - Hyper parametre de Dirichlet pour la ¢ variable, rattachée au a schéma
de relation, d’un MRP dans le £'"*¢ état de son domaine de définition sachant
que les parents de cette variable dans le graphe sont dans leur ;¢ état.

0i;  Somme des hyper parametres de Dirichlet pour la ¢ variable, rattachée au
a’®™¢ schéma de relation, d’un MRP dans tous ses états possibles sachant que
les parents de cette variable dans le graphe sont dans leur j7™¢ état.

a;jr, ~ Hyper parametre de Dirichlet pour la ¢“™* variable d’un réseau bayésien dans le
k*eme état de son domaine de définition sachant que les parents de cette variable
dans le graphe sont dans leur ;%™ état.
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aij

(87

eme

Somme des hyper parametres de Dirichlet pour la +“*¢ variable d’un réseau
bayésien dans tous ses états possibles sachant que les parents de cette variable

‘leme 4

dans le graphe sont dans leur j état.

Vecteur des hyper parametres de Dirichlet.

Asyrp Fonction de calcul incrémental de score pour un MRP et ses extensions.

Asgrp Fonction de calcul incrémental de score pour un RB.

v(G;, Wgi—, Pri~) Une fonction de cofit pour un partitionnement de G;, étant don-

YIR

>

P(A)

u

nées des matrices de similarités des individus impliqués.

La fonction d’évaluation d’un MRP-IR avec a priori sur les fonctions de parti-
tion, sur les structures et les parametres.

Parametre de modele graphique probabiliste optimisant le maximum de vrai-
semblance du modele.

Estimateur d’une fonction de probabilités P sur A.

Vecteur de valeurs d’une séquence de variables aléatoires.

G(M,T) = (Vpmz,paz,O7) Le réseau bayésien a plat (RBP) d’un MRP M pour

I’instance Z composé de son ensemble de variables aléatoires, sa fonction de
parents, et ses parametres.

M = (S§,P,054) La définition complete d’'un MRP-IR ou MRP-IC M composé de

structure graphique S, son ensemble de fonctions de partition ® et son ensemble
de parametres O .

M = (§,0) La définition compléte d’un MRP comprenant sa structure graphique S

et ses parametres O.

S = (V,pa) La structure graphique d’un modele probabiliste définie sur I’ensemble

q)'Rj%

¢a,i

de variables (ou nceuds) V dont la liste des dépendances est déterminée par la
fonction de parents pa.

L’ensemble des variables d’un MRP ou d’une extension.

L’ensemble des fonctions de partition pour les contraintes de références du
schéma R’.

Fonction de partition associée a la variable sélecteur .S, ;.
Un espace de fonctions d’agrégations.

L’ensemble des parametres des distributions de probabilités d’un modele gra-
phique probabiliste.

Scalaire indiquant une valeur d’une variable aléatoire unique.

yeme

1 variable aléatoire d’un MRP associée a un attribut descriptif du a’"¢
schéma relationnel.
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ng ;  Variable cluster source correspondant a la variable de référence R, ; dans un
MRP-IC. Equivalent d’une variable sélecteur dans un MRP-IR.

Cil,; Variable cluster cible correspondant  la variable de cluster source C;; dont la
contrainte de référence associée pointe vers le schéma de relation R*.

Ca,i Nombre de clusters de la fonction de partition ¢, ;.
comp(M) La version complétée du MRP-IR ou MRP-IC M.

dim(S) La dimension d’une structure de modele graphique probabiliste S, c.-a-d. son
nombre de parametres indépendants.

eme

Naiji. Fréquence dans un jeu de données ou une variable, rattachée au a schéma de
relation, d’'un MRP est dans le k%™ état de son domaine de définition sachant
que les parents de cette variable dans le graphe sont dans leur ;5% état.

yeme

Nyi;  Somme des fréquences dans un jeu de données pour la ¢“"* variable, rattachée
au a“™ schéma de relation, d’'un MRP dans n’importe quel état de son domaine
de définition sachant que les parents de cette variable dans le graphe sont dans

“ieme

leur j état.

Niji,  Fréquence dans un jeu de données ou une variable d’un réseau bayésien est
dans le k™™ état de son domaine de définition sachant que les parents de cette
variable dans le graphe sont dans leur ;%™ état.

N;;  Somme des fréquences dans un jeu de données pour une variable d’un réseau

bayésien dans n’importe quel état de son domaine de définition sachant que les

-ieme 4

parents de cette variable dans le graphe sont dans leur j état.
nmi(A, B) L’information mutuelle normalisée des variables A et B.
P(A) Distribution de probabilités de A.
pa Fonction de parents définissant la structure graphique d’un modele probabiliste.

R,; i variable aléatoire d’un MRP associée a une contrainte de référence du "¢
schéma relationnel.

Sai  Variable sélecteur correspondant a la variable de référence R, ;.

Vi  Variable aléatoire de n’importe quelle forme A, ;, R, ;, et soit S,; pour les
MRP-IR, soit C7; ou C"a, i, j pour les MRP-IC.

x:,;; L’instanciation dans un RBP pour le tuple ¢ de la variable aléatoire X; ; du MRP
correspondant.

Paradigme Relationnel et Théorie des Ensembles
\ Division ensembliste.
Intersection ensembliste.

Union ensembliste.

= C

Ensemble vide.
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€ Appartenance ensembliste.

(Aq,...,Ag) Une séquence

R = {R"}i<m Un schéma relationnel composé de m schémas de relation.

7 € inst(R) Une instance de R.

Z(R) La restriction d’une instance Z a un de ses schémas de relation R € R.
P(S) Lensemble des parties de I’ensemble S.

R = (H,C) Un schéma de relation défini par une séquence d’attributs 4 et un en-
semble de contraintes C

R'[A;] € RI[A;] Une dépendance d’inclusion du sous-ensemble A4; du schéma de re-
lation R envers le sous-ensemble A; du schéma de relation R’

m =m(Z) Le squelette relationnel de I’instance Z pour un MRP, ou son squelette objet
pour un MRP-IR et un MRP-IC.

ma(R) La projection d’une relation R a un sous-ensemble de ses attributs A, c.-a-d.
I’ensemble des restrictions de ses tuples sur A.

ma(t) La projection d’un tuple ¢ a un sous-ensemble de ses attributs A, c.-a-d. sa
restriction sur A.

— Implication logique.
0 = (0;)i<; Une chaine de références de longueur /.

Y(R) L’ensemble infini des chaines de référence dans R

oc(R) La sélection des tuples d’une relation satisfaisant la contrainte C.

o; = (R, f;) Un élément direct d’une chaine de référence.

o; = (R, f;)~! Un élément inversé d’une chaine de référence.

C Inclusion ensembliste.
C Inclusion ensembliste avec possible égalité.
X Produit cartésien.

{A,..., Ax} Unensemble

A = (N, D) Un attribut avec le nom N et le domaine D
attr(R) La séquence d’attributs d’un schéma de relation
D Un domaine de données

dom(o;) Le domaine d’un élément de chaine de références.

dom(A) Le domaine de I’attribut A
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fE(R) La séquence de contraintes d’intégrité référentielles d’un schéma de relation
R

fkattr(R, f;) L’ensemble des attributs source de la contrainte d’intégrité référentielle
fi pour un schéma de relation R

fktarget(R, f;) Le schéma de relation cible de la contrainte d’intégrité référentielle
fi du schéma de relation R

H Un en-téte, c.-a-d. une séquence d’attributs avec des noms différents
id(S) La fonction d’agrégation identité, qui retourne I’ensemble S lui-méme.
inst(R) L’ensemble des instances du schéma relationnel R

pk(R) L’ensemble des attributs de clé primaire d’un schéma de relation R

R = (H,T) Une relation avec un en-téte H et un ensemble de tuples 7'
ran(o;) Le co-domaine d’un élément de chaine de références.

refr(R, o) Le schéma de relation atteint en partant de R € R et suivant la chaine de
références o dans le schéma de base de données R

T Un ensemble de tuples

t Un tuple

t{U] Larestriction d’un tuple ¢ a ses valeurs d’attributs U

Divers

r La fonction Gamma généralisant la fonction factorielle aux nombres réels.

X Opérateur de proportionnalité.
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1.1 Contexte

Nous sommes entourés de données. Celles-ci peuvent avoir la forme de descriptions
d’objets du monde qui nous entoure, comme la couleur des yeux d’une personne, la
longueur d’un solide, la température de fusion d’un élément, les coordonnées géo-
graphiques d’un lieu, la durée d’un événement ou encore n’importe quelle donnée
taxonomique d’une espece vivante. Elles peuvent également décrire des concepts plus
abstraits comme ceux d’événements ponctuels ou continus, associant potentiellement
divers objets du monde réel, p.ex. lorsqu’une personne consomme un aliment, lit un
livre, aime un artiste, ou est amie avec quelqu’un. En langage logique, nous parlons
de fait pour définir une donnée qui est alors assimilée conceptuellement a une réalité
observée dans le monde considéré, que ce dernier soit réaliste ou non.

Avec I’avenement des systemes informatisés, des réseaux et I’augmentation des ca-
pacités de traitement et de stockage des ordinateurs, la quantité de données disponibles
est aujourd’hui considérable et augmente plus rapidement chaque jour. A titre d’illus-
tration, la quantité de données générées en 2013 était de 4.4 Zeta octets (10?* octets)
selon I’institut IDC'. Le nombre d’objets connectés croissant également exponentiel-
lement, I’estimation de la quantité de données générées en 2020 avec 1’avenement de
I’internet des objets serait de 44 Zeta octets, soit pres de 10 fois plus que 7 ans aupara-
vant?,

Fouiller ces données est devenu une activité critique aux enjeux majeurs, tant sur
le plan sociétal qu’économique, et le haut volume des données a deux conséquences
principales. D’une part, elle rend indispensable 1’utilisation de techniques automati-
sées pour y arriver, car I'information de valeur est souvent cachée a I'intérieur de
cette masse d’information. D’autre part, elle rend pertinente 1’exploitation d’estima-
teurs statistiques grace a la grande redondance des informations. Aussi, 1’utilisation de
méthodes d’apprentissage automatique est de plus en plus importante et fait 1’objet de
nombreux travaux de recherche.

L’apprentissage automatique [15] est un domaine de recherche visant a définir des
méthodes efficaces permettant a une machine de simuler des mécanismes d’appren-
tissage afin d’étre en mesure d’adapter son comportement a des situations différentes,
sans programmation explicite de toutes les actions a entreprendre en fonction des cas
rencontrés. Le produit de tels algorithmes est généralement un ou plusieurs modeles
explicatifs des données, appelés connaissances, sous la forme de fonctions ou de dis-
tributions de probabilités sur le domaine de définition des individus considérés. L in-
duction, I’apprentissage visant a généraliser a partir de cas particuliers, est de loin le
type d’apprentissage le plus couramment étudi€ et a conduit a une littérature foison-
nante depuis les dernieres décennies. Deux types d’apprentissages inductifs peuvent
étre identifiés en fonction de I'usage que nous souhaitons faire de tels algorithmes :
I’apprentissage génératif a pour objectif de découvrir des connaissances générales dans
le domaine de définition des données ; I’apprentissage discriminatif a pour but d’opti-
miser les résultats de prédictions d’un modele pour une utilisation, ou requéte, précise.

Méme si de nombreux algorithmes d’apprentissage automatique produisent des

Thttp://www.idc fr/
Zhttp://www.emc.com/collateral/analyst-reports/idc-digital-universe-2014.pdf
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connaissances déterministes, comme en discrimination et en régression, les connais-
sances a découvrir sont souvent incertaines. Les modeles graphiques probabilistes
[105] sont des modeles inductifs permettant de modéliser, apprendre et raisonner dans
des contextes génératifs et incertains. De nombreux formalismes ont été proposés dans
cette famille tels que les réseaux bayésiens [152], les réseaux de Markov [152] et les
réseaux de dépendances [82]. Leur objectif est toujours le méme : apprendre une dis-
tribution de probabilités génératrice des individus d’un jeu de données tabulaire, sous
hypothese d’indépendance et de distribution identique des différents individus du jeu
de données (i.i.d.).

Toutefois, cette hypothese i.i.d. des individus d’un jeu de données tabulaire est sou-
vent irréaliste. En effet, selon cette hypothese, aucun individu ne peut avoir d’influence
sur les autres. Or, les individus ne sont généralement pas de simples enregistrements de
données juxtaposés, mais interagissent les uns avec les autres, générant de nombreuses
données d’interactions, associatives, entre eux. Considérer abusivement I’hypothese
i.i.d. contredit ainsi les phénomenes dits d’autocorrélation souvent observés dans le
monde réel, p.ex. le fait que les gofits culturels d’une personne dépendent de ceux par-
tagés par ses amis. Les connaissances obtenues sur un individu peuvent alors donner de
I’information sur les autres et les individus ne peuvent donc pas €tre considérés comme
1.i.d. De nombreux travaux dans la littérature [137, 125] ont en outre montré 1’impor-
tance de relacher cette hypotheése méme dans un contexte plus vraisemblablement i.i.d
pour améliorer les performances prédictives au sein d’un méme individu.

Il est important de noter que I’hypothese i.i.d. est de facto tres répandue dans les
algorithmes d’apprentissage automatique, bien au-dela des modeles graphiques proba-
bilistes.

L’apprentissage relationnel statistique [70] est le domaine de 1’apprentissage au-
tomatique lié a la représentation de connaissances, le raisonnement et 1’apprentissage
dans des contextes de jeux de données multi relationnels a connaissances incertaines.
Les jeux de données considérés sont constitués de multiples objets appelés entités de
différents types liés les uns aux autres par différents types d’associations. L’ apprentis-
sage et le raisonnement dans les jeux de données multi relationnels requierent I’ utilisa-
tion d’algorithmes spécifiques, prenant en compte la nature massivement auto corrélée
de telles données, rendant alors I’hypothese i.i.d., faite par de nombreux algorithmes
d’apprentissage automatique, inadaptée. De nombreuses applications de 1’apprentis-
sage relationnel statistique ont été étudiées, dont le classement relationnel [107], le
partitionnement relationnel [123], la discrimination collective [71], la prédiction de
liens [132] et la résolution d’entités [13].

Les modeles graphiques probabilistes de second ordre [100] sont des approches
adaptées pour la représentation de connaissance dans le contexte relationnel incertain.
Ils consistent en une version factorisée des modeles graphiques probabilistes énoncés
précédemment en ce sens qu’ils représentent a eux seuls une potentielle infinité de
distributions de probabilités. Ceux-ci peuvent toutefois étre instanciés en I’une de ces
distributions, a partir d’une configuration de données particuliere. Ainsi, un modele
factorisé et un jeu de données permettent la génération déterministe d’une loi jointe de
distributions pour les individus de ce jeu de données. Comme pour leurs pendants non
relationnels, des algorithmes ont été développés pour apprendre et raisonner dans les
modeles factorisés.
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De nombreux modeles graphiques probabilistes existent dans un contexte tabulaire
et de nombreuses versions factorisées de ces derniers ont en toute logique été proposées
dans la littérature, telles que les modeles relationnels probabilistes [62], les réseaux lo-
giques de Markov [160], et les réseaux de dépendance relationnels [139]. Certains sont
des versions factorisées de modeles dirigés, et d’autres de modeles non dirigés. Cette
these se focalise sur la premiere catégorie. Les modeles dirigés ont en effet 1’avantage
d’étre significativement plus rapides a apprendre que les modeles non dirigés, grace a
I’utilisation de scores d’évaluation localement décomposables. De plus, ils ne néces-
sitent pas de réaliser des normalisations coliteuses des parametres appris a chaque ité-
ration, contrairement aux modeles non dirigés, puisque ceux-ci définissent a tout mo-
ment des distributions de probabilités conditionnelles. Toutefois, les modeles factorisés
dirigés requierent de garantir ’acyclicité de toutes leurs instanciations éventuelles, un
probleme difficile dans le cas général. Des solutions moins cofliteuses pour ce probleme
impliquent d’ajouter des contraintes sur les modeles factorisés durant 1’apprentissage
qui fournissent des conditions suffisantes pour maintenir I’invariant, au prix d’un biais
de représentation pouvant exclure des modeles plus complexes, mais valides.

Les modeles relationnels probabilistes [62] sont des modeles graphiques probabi-
listes de second ordre généralisant les réseaux bayésiens au contexte relationnel. Dans
leur forme principale, les modeles relationnels probabilistes avec incertitude d’attri-
buts permettent de définir des dépendances probabilistes entre les descriptions internes
des individus de différents types, supposant les associations entre eux connues. Des
extensions [67, 65] existent pour également considérer une incertitude d’associations :
les modeles relationnels probabilistes avec incertitude de références font I’hypothese
que le domaine des types d’entités et des types d’association sont connus. L’ objec-
tif est alors de trouver la probabilité qu’une association référence une entité particu-
liere parmi I’ensemble des possibilités ; les modeles relationnels probabilistes avec
incertitude d’existence définissent plutdt une distribution de probabilités condition-
nelle d’existence pour chaque association possible. Alors que la majorité des modeles
graphiques probabilistes de second ordre sous contrainte d’incertitude de liens s’ex-
priment selon un paradigme d’incertitude d’existence, le paradigme d’incertitude de
références est intéressant puisqu’il requiert 1’usage explicite de partitions dans le but
de s’abstraire des jeux de données. Par conséquent, ce modele souleve explicitement
le probleme de la découverte de bonnes fonctions de partitionnement dans le contexte
d’incertitude de liens pour des jeux de données multi relationnels, et de bons algo-
rithmes pour découvrir ces fonctions lors de 1’apprentissage de la structure du modele.
Malheureusement, la littérature est peu détaillée au sujet de ces modeles et leur appli-
cation est trés sommaire, ne permettant pas de se faire une opinion sur les stratégies de
partitionnement a adopter et sur les heuristiques d’apprentissage de structure a consi-
dérer.

L’ objectif de cette these est d’étudier en détail cette extension des modeles rela-
tionnels probabilistes dans le but de trouver une méthode d’apprentissage conjoint des
fonctions de partition et du modele offrant de bonnes performances, et de rechercher
des algorithmes de partitionnement donnant de bons résultats dans ce contexte de don-
nées. Notre travail inclut ainsi I’analyse détaillée de ces modeles, 1’identification des
contraintes a prendre en compte pour le partitionnement dans ce contexte, 1’explora-
tion de la littérature sur les algorithmes de partitionnement respectant ces contraintes,
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I’identification éventuelle de limites intrinseques a ces modeles, et le cas échéant la
proposition d’extensions pour s’extraire de ces dernieres. Nous cherchons notamment
ici a savoir si partitionnement et apprentissage de structure peuvent mutuellement pro-
fiter I'un de I’autre et si leur apprentissage conjoint apporte un bénéfice sur le résultat
final.

1.2 Contributions

Nous distinguons trois types de contributions dans cette these : des contributions théo-
riques, expérimentales et logicielles.

1.2.1 Contributions théoriques

Nous proposons dans cette these plusieurs contributions théoriques. La premiere prend
la forme d’une explication détaillée des modeles d’intérét, détaillant des points laissés
méme obscurs dans la littérature. Cette contribution comprend également certaines
propositions comme autant de choix qui ne sont pas faits dans les articles originaux,
p.ex. la définition d’un a priori sur les fonctions de partition pour 1’évaluation des
modeles, et la description de regles de calculs des distributions de probabilités dans
les instanciations de ceux-ci. En outre, cette contribution comprend 1’identification de
limites pour ces modeles.

Notre seconde contribution théorique correspond aux deux extensions que nous
proposons pour corriger les limites identifiées préalablement et aux stratégies de parti-
tionnement que nous proposons, allant au-dela de ce qu’il est possible de faire dans les
modeles historiques. Nous nous focalisons notamment sur 1’utilisation de fonctions de
partitionnement relationnel, permettant de grouper conjointement les ensembles d’enti-
tés impliqués dans une méme association, permettant ainsi de profiter de 1’information
topologique des associations elles-mémes, non exploitée sinon. Nous proposons éga-
lement un algorithme d’apprentissage de structure glouton pour 1’apprentissage de nos
extensions. Cette contribution a mené a deux publications : la premiére a été présentée
lors de la conférence FLAIRS 27 en 2014 [41]; la seconde a été présentée lors de la
conférence IJICNN 2015 [42].

Enfin, pour faire suite a notre recherche d’algorithmes de partitionnement relation-
nel et apres avoir considéré les avantages et inconvénients de plusieurs méthodes, nous
avons découvert une équivalence entre deux familles de méthodes, a savoir d’une part
les méthodes de factorisation non négatives régularisées par des matrices laplaciennes,
et d’autre part les méthodes de coupes minimales dans des graphes augmentés d’arcs
de similarités. Cette équivalence permet d’envisager un partitionnement relationnel
présentant la précision de calcul des méthodes de la premiere famille, avec les temps
de calcul rapides de certaines méthodes de la seconde. Cette contribution a également
conduit a la publication d’un article présenté lors de la conférence ESANN 2015 [40].

1.2.2 Contributions expérimentales

Nous apportons dans cette these des validations expérimentales pour les contributions
théoriques énoncées précédemment. Ces contributions expérimentales permettent ainsi
de confirmer I’intérét de réaliser du partitionnement relationnel pour apprendre des mo-
deles plus fideles aux données, tant sur le plan de I’apprentissage de parametres que de
I’apprentissage de structure. De plus, les différents algorithmes de partitionnement que
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nous utilisons au fur et a mesure des expériences, apres avoir constaté les limites des
résultats précédemment obtenus, nous permettent de comparer leurs comportements et
de mesurer leur adéquation dans le contexte d’un apprentissage de modeles relation-
nels probabilistes avec incertitude de références.

1.2.3 Contributions logicielles

Les contributions de cette these comprennent enfin des valorisations logicielles im-
portantes. Aucun outil n’existant pour I’apprentissage de structure des modeles rela-
tionnels probabilistes et leurs extensions, nous avons di construire un cadre logiciel
permettant de définir ces modeles, de raisonner avec eux, et de les apprendre a partir
de données. Ce travail a mené a la réalisation d’une bibliotheque complete, appelée
PILGRIM Relational, ou nous proposons la majorité des fonctionnalités de la littéra-
ture sur les modeles relationnels probabilistes, ainsi que 1’ensemble des fonctionnalités
provenant de nos contributions théoriques et expérimentales. La réalisation de ce pro-
jet s’est faite en collaboration avec d’autres membres de 1’équipe de recherche et nous
parlerons essentiellement dans ce manuscrit de notre propre apport, comprenant la défi-
nition de I’architecture globale du projet, de nombreuses implémentations des concepts
de base, ainsi que I’implémentation des extensions avec incertitude de référence et tous
les concepts associés.

1.3 Organisation du manuscrit

Ce manuscrit est organisé de la facon suivante :

Le chapitre 2 présente les concepts généraux qui sont nécessaires a la compréhen-
sion de cette these. Nous commencons par décrire les concepts liés a la définition de
domaines de données mono relationnels, ou tabulaires, c.-a-d. ne comportant qu’une
seule relation. Nous définissons ensuite les concepts de dépendance fonctionnelle et
probabiliste avant d’aborder I’hypothese i.i.d. faite dans les algorithmes d’apprentis-
sage non relationnels. Nous définissons ensuite les réseaux bayésiens, le raisonnement
a partir de ces modeles ainsi que 1’apprentissage de ceux-ci a partir de données. Puis,
nous abordons les problemes que pose la contrainte i.i.d. et motivons le besoin d’aller
vers des solutions multi relationnelles. Nous définissons alors les concepts permettant
de décrire des jeux de données relationnels et finissons par définir un premier modele
de réseaux bayésiens étendus, les réseaux bayésiens orientés objet, mais donnons les
limites de ces modeles justifiant le besoin des modeles relationnels probabilistes, que
nous définissons également ainsi que les principes pour y raisonner et en réaliser 1’ap-
prentissage a partir de données.

Le chapitre 3 présente en détail les modeles relationnels probabilistes dans le contexte
d’incertitude de références. Ce chapitre donne des définitions précises des concepts im-
pliqués spécifiques a cette extension et explicite méme des points non détaillés dans la
littérature par des définitions supplémentaires ainsi que divers exemples. Les notions
de variables sélecteur et leur lien avec les fonctions de partition sont des points tres
importants de ce chapitre et font 1’objet d’une attention particuliere. Comme pour leur
version de base, le raisonnement et I’apprentissage a partir de données pour cette ex-
tension sont également détaillés et nous finissons par présenter les différentes limites
de ces modeles et de leur apprentissage, tant sur le plan des contraintes inhérentes aux
fonctions de partition, ou nous regrettons I’impossibilité d’utiliser des méthodes de co
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partitionnement, que celles induites par le biais de représentation des structures.

Le chapitre 4 s’appuie sur les limites énoncées au chapitre précédent relatives
aux fonctions de partition et notamment a 1’absence de support des méthodes de co-
partitionnement. Nous y présentons ainsi diverses méthodes faisant partie de la famille
que nous appelons partitionnement relationnel permettant de grouper simultanément
les différents ensembles d’entités impliqués dans un type d’association. Trois types
d’algorithmes nous intéressent particulicrement dans ce chapitre, a savoir les méthodes
de factorisation non négatives de matrices, les méthodes de coupe de graphe, ainsi que
les méthodes de détection de communautés basées sur 1’optimisation de criteres de
modularité. Le chapitre se termine par notre contribution relative a I’équivalence des
méthodes de factorisation de matrices binaires avec régularisation laplacienne et des
méthodes de coupe minimale dans un graphe augmenté d’informations de similarités.

Le chapitre 5 est le premier a proposer un nouveau type de modele relationnel pro-
babiliste, visant a effacer les limites des modeles du chapitre 3 relatives aux contraintes
sur les fonctions de partition. Ce modele nous sert principalement a confirmer 1’hy-
potheése que nous faisons au sujet de I’importance d’utiliser des méthodes de parti-
tionnement relationnel pour 1’apprentissage de modeles avec incertitude de références.
Apres avoir décrit cette nouvelle extension, nous réalisons des expériences permettant
de confirmer que I’apprentissage de modeles avec des méthodes de partitionnement re-
lationnel obtient de meilleurs résultats que I’apprentissage de modeles selon 1’approche
historique décrite dans la littérature, utilisant le produit cartésien d’un ensemble d’at-
tributs pris dans le type d’entité concerné pour chaque fonction de partitions.

Le chapitre 6 va plus loin et contient une nouvelle proposition d’extension plus
complete des modeles du chapitre 3 visant a corriger 1’ensemble des problemes énon-
cés dans ce chapitre. Cette nouvelle extension, appelée modeéles relationnels probabi-
listes avec incertitude de clusters, est définie de facon précise et nous abordons une
nouvelle fois les principes de raisonnement et d’apprentissage dans ces modeles. Nous
confirmons I’intérét de ce modele par des expérimentations, a la fois sur des données
synthétiques, et sur des données réelles.

Pour finir, le chapitre 7 présente les contributions logicielles faites durant cette
these dans le but de valoriser le travail de compréhension des modeles existants avant
nous ainsi que nos contributions, et pour €tre en mesure de réaliser les diverses expé-
riences des chapitres précédents. Nous énumérons I’ensemble des solutions existantes
de programmation probabiliste puis nous identifions leurs propriétés et exhibons 1’ab-
sence d’outils permettant de réaliser de 1’apprentissage de structure de modeles rela-
tionnels probabilistes, motivant la création de notre propre outil. Nous abordons ainsi
ensuite le sujet principal du chapitre, a savoir le projet PILGRIM, et plus particulie-
rement sa brique relationnelle a laquelle nous avons contribué de facon conséquente.
Nous présentons les différentes parties constituant cet outil et donnons divers points de
documentation simplifiés, avec quelques diagrammes de classe de haut niveau.
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2.1 Introduction

L’ apprentissage relationnel statistique [70] est un domaine a la frontiere de 1’appren-
tissage symbolique et de I’apprentissage en environnement incertain. Son objectif est
d’étudier les moyens permettant de modéliser des connaissances, de les apprendre et de
s’en servir pour raisonner dans un contexte impliquant des données complexes, généra-
lement en interaction les unes avec les autres, bruitées, et intrinsequement incertaines
(c.-a-d. souffrant d’une incertitude inhérente au domaine qu’elles matérialisent). Ce
domaine a connu un essor considérable lors de ces deux dernieres décennies et a mené
a de nombreuses applications telles que le clustering multi relationnel [175, 2, 135], la
classification collective [137, 69, 130], la prédiction de liens [176, 157] et la résolution
d’entités [167, 13].

Les modeles graphiques probabilistes de second ordre [100] sont une approche
adaptée pour la représentation de 1’incertain dans un contexte relationnel. Ils proposent
des versions factorisées de modeles graphiques probabilistes provenant du monde pro-
positionnel, en ce sens qu’ils peuvent étre dans un second temps instanciés en un de
ces modeles graphiques probabilistes, a partir d’un jeu de données. Ainsi, les modeles
graphiques probabilistes de second ordre sont des patrons pour des ensembles de lois
jointes de distributions de probabilités et un modele de second ordre mélé a un jeu
de données détermine une loi unique dans cet ensemble. Comme pour leurs versions
propositionnelles, des algorithmes ont été développés pour apprendre et raisonner avec
ces modeles.

De nombreux modeles graphiques de second ordre existent dans la littérature. Cette
these se focalise plus particulierement sur les modeéles relationnels probabilistes, ou ré-
seaux bayésiens relationnels [62, 67, 66] qui, comme le dernier nom 1’indique, sont une
extension relationnelle des réseaux bayésiens. Aussi, ce chapitre est essentiellement
centré sur ces modeles, et une section est dédiée en fin de chapitre aux alternatives du
domaine.

Plus précisément, nous présentons dans ce chapitre les concepts généraux condui-
sant naturellement aux modeles relationnels probabilistes. Nous commengons par abor-
der le cas de données mono relationnelles et définissons les concepts de dépendances
fonctionnelles et probabilistes, avant d’aborder le sujet des réseaux bayésiens adap-
tés a ce type de données. Ensuite, nous expliquons le besoin amenant au paradigme
multi relationnel incertain, abordant les limites du monde propositionnel sur le plan
symbolique d’une part et décrivant les phénomenes d’autocorrélation mettant a mal les
hypotheses d’indépendance des distributions sur le plan statistique d’autre part. Nous
continuons alors ce chapitre par la définition des concepts multi relationnels pour arri-
ver a une premiere extension des réseaux bayésiens dans ce contexte, appelés réseaux
bayésiens orientés objet [106], et discutons les limites de ces modeles amenant aux
modeles relationnels probabilistes, que nous définissons finalement.

2.2 Paradigme mono relationnel

Historiquement, la majorité des algorithmes d’apprentissage s’est concentrée sur des
jeux de données tabulaires, plats, ou chaque individu est considéré indépendant et iden-
tiquement distribué par rapport aux autres a partir d’une distribution de données géné-
ratrice. Dans le paradigme de représentation relationnel, un jeu de données dans ce
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contexte est un ensemble de tuples, chacun représentant un individu différent, décrit
selon certaines contraintes. Nous définissons dans cette section les différents concepts
du paradigme relationnel que nous utiliserons dans cette thése, en nous concentrant
sur le contexte d’un jeu de données constitué d’une seule relation. Nous abordons en-
fin I’apprentissage dans ces jeux de données, en commencant par les environnements
certains pour finir sur les environnements incertains et la description des réseaux bayé-
siens.

Le paradigme de représentation relationnel des données a été initialement introduit
par Codd [36]. Nous nous restreignons dans ce chapitre aux définitions uniquement
nécessaires pour cette these et référons le lecteur vers 1’ouvrage de référence de Date
[44] pour une description plus détaillée des concepts relationnels.

2.2.1 Généralités

Nous présentons tout d’abord les différents concepts généraux relatifs a la description
de données, dans le cadre de jeux de données tabulaires mono relationnels.

L’unité €lémentaire d’un jeu de données est la donnée. Toute donnée est une unité
d’information pouvant prendre plusieurs valeurs, selon son domaine de définition énu-
mérant par intention ou extension I’ensemble des possibilités.

Définition 2.1. Un domaine (de données) D est un ensemble fini ou infini de valeurs
possibles pour une unité d’information ou élément d’un jeu de données.

En régle générale, les individus d’un jeu de données sont décrits par plusieurs uni-
tés élémentaires d’information, sous forme de fuples, c.-a-d. de séquences de données
prises dans leurs différents domaines de données.

Définition 2.2. Un n-tuple t = (t[i])1<;<n est une séquence de n éléments, chacun
pouvant avoir un domaine de données dom(t[i)) différent.

Par extension, nous définissons le domaine d’un tuple comme le produit cartésien
des domaines de ses éléments : dom(t) = dom(t[1]) x ... x dom(t[n]).

Un attribut correspond a un domaine de définition nommé, permettant d’associer a
ce dernier une sémantique intelligible.

Définition 2.3. Un attribut A est une paire (N, D) avec N son nom, et D son domaine.

Nous étendons la fonction dom définie préalablement pour les tuples aux attributs,
c.-a-d. ici dom(A) = D. Par extension, nous définissons également cette fonction aux
séquences d’attributs : dom({A;)1<i<x) = dom(A;) X ... x dom(Ag).

Plusieurs attributs aux noms distincts peuvent étre regroupés en séquence. Nous
appelons généralement en-téte de tels regroupements, utilisés pour énumérer les infor-
mations a renseigner pour chaque individu d’un jeu de données.

Définition 2.4. Un en-téte H est une séquence d’attributs ayant des noms différents
deux a deux. Son degré est la longueur de la séquence, c.-a-d. sa cardinalité dénotée
| H .
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Différents individus sont regroupés dans des relations. Une relation est un en-
semble de tuples ordonnés similairement, c.-a-d. de facon a ce que les éléments a la
méme position dans chacun des tuples décrivent un méme concept.

Définition 2.5. Une relation n-aire est une paire (H,T) on H = (A;);<,, est un en-téte
de degré n et T' est une collection finie de n-tuples T = {t;}1<j<m, chaque t; étant
une fonction de H vers dom(H).

Nous notons ¢[U] la restriction du tuple ¢ a la séquence d’attributs U C H.

Finalement, une relation doit généralement respecter un ensemble de contraintes
définies par un schéma de relation pour €tre valide.

Définition 2.6. Un schéma de relation R est une paire (H,C) oit H est un en-téte et C
est un ensemble de contraintes définies sur les éléments de H. Une contrainte est une
formule logique qui peut étre valide pour une relation, c.-a-d. vraie pour tout tuple de
cette relation, ou non. Dans le second cas, la relation viole la contrainte.

Une relation R(H,T') peut étre vue comme une instanciation d’un schéma de re-
lation si leurs séquences d’attributs sont identiques (HH = 7H) et si tous ses tuples
valident les contraintes C. Dans la suite, nous définissons une fonction attr retournant
la séquence d’attributs d’un schéma de relation.

2.2.2 Dépendance fonctionnelle

Une contrainte trés répandue dans les schémas de relation est celle de dépendance fonc-
tionnelle. Cette contrainte décrit un déterminisme entre plusieurs attributs du schéma
de relation, de telle sorte que la connaissance d’une partie des valeurs d’attributs pour
n’importe quel tuple détermine de facon certaine et non ambigué la valeur d’autres
attributs pour ces tuples.

Définition 2.7. Etant donné un schéma de relation R = (H,C) et deux sous-ensembles
de son en-téte H,,H, C H, une dépendance fonctionnelle de H, vers H, est une
contrainte du schéma qui certifie que pour toute relation R instanciant R, et toute
paire de tuples (t1,12) de R, nous avons t1[H,| = t3[H,] — t1[H,| = to[H,).

Le concept de dépendance fonctionnelle est au cceur de nombreux algorithmes
d’apprentissage automatique et de la connaissance recherchée par ces algorithmes.

Nous pouvons également définir le concept plus général de dépendance fonction-
nelle conditionnelle [17] apportant un contexte a une dépendance fonctionnelle, qui
n’est alors vraie que dans certaines conditions décrites par des valeurs spécifiques d’at-
tributs.

Définition 2.8. [17] Etant donné un schéma de relation R = (H,C) et deux sous-
ensembles de son en-téte H,,H, C H, et un tuple patron t,, une dépendance fonc-
tionnelle conditionnelle de H, vers H, sachant t,, est une contrainte du schéma qui
certifie que pour chaque relation R instanciant R, et toute paire de tuples (t1,t,) de R,
nous avons t1 < t,,to < t, . t1[H,] = ta[H,| — t1[H,] = t2[H,]. Nous avons t < t,
si pour chaque A € H nous avons soit t|A] = t,[A] ou t,|A] = _ (A n’est alors pas
restreint pour cette dépendance).
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2.2.3 Dépendance probabiliste

Une dépendance probabiliste relache le concept de dépendance fonctionnelle dans le
cas d’un environnement incertain. Une dépendance probabiliste entre deux ensembles
d’attributs indique I’existence d’une corrélation statistique, non forcément détermi-
niste, entre les ensembles de variables aléatoires qui en sont issus, c.-a-d. présentant
les mémes domaines de définition. Cela signifie que les valeurs prises par les deux
sous-ensembles d’attributs ne sont pas indépendantes 1’une de I’ autre.

Définition 2.9. Considérant un schéma de relation R = (H,C), et I’ensemble de va-
riables aléatoires H = {H;|H; € H A dom(H;) = dom(H;)} issu de H, on dit
qu’il existe une dépendance probabiliste entre deux sous-ensembles d’attributs dis-

Jjoints Hy, C H et H, C H ssi nous avons pour leurs sous-ensembles de variables
aléatoires associées H, C H et H, C H : P(H,) x P(H,) # P(H,, H,).

Pour des raisons de simplicité, nous confondrons par la suite un ensemble d’attri-
buts et I’ensemble de variables aléatoires qui en est issu. Nous définirons ainsi directe-
ment des distributions de probabilités sur des ensembles d’attributs. A titre d’exemple,
nous pourrons parler de loi jointe de distribution P(H) pour I’en-téte du schéma de
relation défini plus haut.

La manipulation de distributions de probabilités permet d’effectuer des opérations
formellement définies et éprouvées depuis de nombreuses années, telles que la compo-
sition ou le conditionnement.

Considérons a titre d’exemple deux regles d’implication A = a — B = b et
B = b — (' = cayant chacune une confiance (c.-a-d. une fréquence de tuples vérifiant
la regle parmi les tuples concernés par la prémisse) de 0.7 dans le jeu de données. Doit-
on considérer A = a — C' = ¢ comme une regle valide ? Dans le cas des algorithmes
apprenant des regles strictes, il est possible de déduire qu’un tuple ¢ ayant une valeur
t[A] = a a une valeur t[C] = ¢, alors que si 1’on assimile la confiance & une mesure
de probabilité, A = a — C' = c aura elle-méme une mesure de probabilité de 0.49
seulement. Les dépendances probabilistes permettent donc de quantifier de facon plus
précise le degré de croyance apporté aux prédictions.

2.2.4 Hypothese d’indépendance des tuples (i.i.d.)

Une hypothese importante faite par la majorité des algorithmes d’apprentissage auto-
matique fonctionnant sur des jeux de données mono relationnels est ’'idée que leurs
individus sont indépendamment et identiquement distribués (i.i.d.). Ces algorithmes
admettent 1’existence d’une distribution de probabilités génératrice de chaque indi-
vidu, considérant ses seules valeurs d’attributs, qu’il faut essayer d’approximer, gé-
néralement par des mécanismes inductifs. Comme nous le verrons par la suite, cette
hypothese est tres forte et non nécessairement vérifiée dans les jeux de données.

2.3 Réseaux bayésiens

Un réseau bayésien (RB) [152] est un modele graphique probabiliste représentant la
loi jointe de distributions d’un ensemble de variables aléatoires H issu d’un ensemble
d’attributs H.
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Définition 2.10. [152] Un réseau bayésien M = (S,0) est composé d’un graphe
dirigé sans circuit (DAG) S = (V,pa) et d’un ensemble de paramétres ©. Les nceuds
du graphe sont les variables aléatoires V = {v1, v, ..., v, } du domaine et la fonction
pa associe a chaque variable v € V ses parents pa(v) C V de facon a décrire un
DAG. Cette structure permet de déterminer les dépendances et indépendances condi-
tionnelles entre toutes les variables aléatoires considérées. Chaque nceeud du graphe
est finalement associé a un parametre §; € © déterminant sa distribution de proba-
bilités conditionnelle (CPD) sachant ses parents dans le graphe. Un réseau bayésien
représente une factorisation de la loi jointe de distributions P(V'). En effet, nous pou-
vons écrire :

pPV) = HP(UZ- [pa(vi)) -

Un réseau bayésien peut €tre défini a la main, p.ex. par I’expert d’un domaine, dans
le but de faire des prédictions, mais il peut également étre appris a partir d’une rela-
tion R = (H,T). Dans ce second cas, I’ensemble des variables aléatoires considérées
correspond a celui issu de I’en-té€te /I ou un de ses sous-ensembles. Comme énoncé
précédemment pour des raisons de simplicité, nous confondrons par la suite un attribut
et la variable aléatoire qui en est issue. Aussi, nous pourrons définir le graphe d’un
réseau bayésien S = (H, pa) et définir des distributions P(A;|pa(A;)) pour A; € H.

Il est important de noter que les réseaux bayésiens supposent que les individus sont
1.1.d. car les dépendances probabilistes entre les différentes variables sont contextuelles
aux attributs d’un méme individu et il est donc impossible d’inférer sur les valeurs d’at-
tributs d’un individu a partir des informations disponibles pour un autre. La vraisem-
blance P(R|©,S) d’une relation R = (H,T) pour un réseau bayésien M = (S, 0)
s’obtient ainsi en réalisant le produit des vraisemblances de chaque individu :

P(Rr©,8) =[] [] P(tIA] I tlpa(A)]). 2.1)

teT A;eH

Un exemple de structure de réseau bayésien dans le contexte de la recommandation
de films est donné dans la Figure 2.1. Cette structure détermine les dépendances et
indépendances probabilistes entre les différents golits d’une personne donnée en terme
de films et de réalisateurs, dans le but de recommander des films qui n’ont pas encore
été vus, mais qui ont une grande probabilité d’étre appréciés par cette personne.

2.3.1 Inférence dans les réseaux bayésiens

Réaliser de I’inférence dans un réseau bayésien revient a essayer de calculer la distribu-
tion de probabilités d’un sous-ensemble de ses variables H sachant que certaines va-
leurs sont connues pour un autre sous-ensemble H, de ses variables, avec H.NH, = ().
Formellement, cela revient a calculer P(H,|H, = u,, S, Os), ol u, est le vecteur de
valeurs pour H., appelé évidence.

De nombreux algorithmes ont été proposés au fil des années pour réaliser de I’infé-
rence probabiliste dans les RBs en propageant les informations de 1’évidence vers les
autres variables du modele jusqu’a atteindre les variables d’intérét H,. Afin d’étre ef-
ficace, cette propagation se fait en exploitant la structure du RB considéré, permettant
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FIGURE 2.1 — Exemple de structure de réseau bayésien dans un contexte de recomman-
dation de films. Les variables sont ici booléennes et expriment le goiit d’une personne
particuliere pour un film ou un réalisateur. Chaque variable est associée a une distribu-
tion de probabilités définie sachant les valeurs de ses variables parentes dans le graphe
de structure. Plusieurs distributions sont proposées a titre d’exemple sous la forme de
tables de probabilités conditionnelles.

généralement de simplifier le probleme posé grace aux diverses indépendances condi-
tionnelles qu’il décrit entre ses variables. Un premier algorithme limité aux structures
arborescentes, appelé Message Passing (MP), a été proposé par Pearl [153] et Kim et
Pearl [99]. Celui-ci a ensuite été étendu pour des structures moins spécifiques, p. ex.
par Lauritzen et Spiegelhalter [113]. Une autre méthode d’inférence exacte célebre est
basée sur 1’élimination successive de variables dans les calculs de distributions [187].

Les méthodes énoncées jusqu’ici permettent de réaliser de 1’inférence exacte. Tou-
tefois, I’inférence dans les réseaux bayésiens dans le cas général est connue pour étre
NP-difficile [37]. C’est pourquoi, des méthodes approchées d’inférence dans les RBs
ont été¢ développées pour gérer les cas ou le nombre de variables est important ou
lorsque la dimension du modele est tres grande, tel que loopy belief propagation [89]
étendant 1’algorithme MP au cas de réseaux bayésiens avec circuit. Pour de plus amples
informations a ce sujet, nous redirigeons le lecteur vers des ouvrages traitant du sujet
de facon détaillée [112, 43].

2.3.2 Apprentissage de réseaux bayésiens

L’ apprentissage de réseaux bayésiens a partir de données se décompose en deux sous-
taches distinctes : 1’estimation des parametres étant donné une structure de graphe
fixée, et ’apprentissage de la structure elle-méme.

i Estimation des parametres

Etant donné une relation R = (H,T) et une structure fixée S = (H, pa), I’évalua-
tion des parametres peut €tre réalis€ée en considérant les diverses fréquences dans la
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relation. Soit N;;;, le nombre de tuples de la relation dont I’attribut A; € H est a sa
k-ieme valeur et dont les attributs pa(A;) sont a leur j-iéme valeur, et N;; = >, Nk,
il est possible d’utiliser ces deux fréquences pour estimer la distribution P(6;|R) =
P(A;|pa(A;), R). La maniere la plus simple de réaliser cette estimation est selon le
maximum de vraisemblance :

Niji
N;

JS(A,» = ag|pa(4;) =u;, R) =

Toutefois, cette estimation est tres sensible au bruit dans les données, et donc ne ga-
rantit pas de bonnes prédictions pour de nouveaux tuples. Il est ais€ de remarquer
notamment que dans le cas ot N;j; = 0, I’évenement aléatoire A; = k|pa(A;) = j
sera considéré comme impossible. Une solution plus robuste au bruit est de réaliser
une estimation bayésienne des distributions. En effet, considérant maintenant une dis-
tribution a priori sur tous les paramétres possibles pour 6;, c.-a-d. P(6;), décrivant une
croyance sur les valeurs plausibles de la distribution, nous pouvons écrire grace au
théoreme de Bayes :
P(0;|R) o< P(R|0;)P(0:)

ot P(R|6;) est la vraisemblance probabiliste du jeu de données sachant un paramétre
déterminé. Si les distributions a apprendre sont des tables de probabilités condition-
nelles (CPT), un choix possible pour P(¢;) est une distribution de Dirichlet avec des
hyper parametres «;j;, pour chaque N;j;, précédemment défini. Dans ce cas, 1’a poste-
riori P(6;|R) est aussi une distribution de Dirichlet d’hyper parametres «v;;, + N;ji, et
les parametres sont alors estimés de la facon suivante :

A Niji, + ciji,

P(A; = ax|pa(A;) = u;, R) = N, + oy

Les hyper parametres de I’a priori peuvent étre assimilés a des fréquences concernant
les individus d’un échantillon imaginaire. Plus les valeurs des «;;;, augmentent, et plus
les distributions apprises seront proches de I’a priori. Au contraire, plus le nombre d’in-
dividus réels augmente, plus les distributions apprises se rapprocheront du maximum
de vraisemblance. Ainsi, I’approche bayésienne permet d’éviter un sur apprentissage
lorsque le nombre d’individus est faible, tout en faisant de plus en plus confiance aux
statistiques obtenues sur le jeu de données lorsque le nombre d’individus augmente.

ii Apprentissage de structure

Plusieurs approches d’apprentissage de structure de réseaux bayésiens peuvent étre
identifiées.

Les approches par contraintes [171, 180] ont pour but de reconstruire un réseau
bayésien a partir d’'un ensemble de résultats de tests d’indépendance des variables
aléatoires. La premiere phase consiste a identifier les indépendances (conditionnelles)
entre variables, grice 2 des tests statistiques comme le y? ou I’information mutuelle.
Des biais de recherche sont généralement introduits afin d’éviter des problemes liés a
un trop grand nombre de tests a effectuer, par exemple le nombre maximal de parents
que peut avoir un nceud. Ensuite, I’ensemble des indépendances découvertes est utilisé
pour construire une structure, si possible de dimension minimale, c.-a-d. avec le moins
de degrés de liberté possible.
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L’ apprentissage de structure d’un réseau bayésien peut également €tre vu comme
un probleme d’optimisation ou le but est de trouver le modele maximisant une fonc-
tion objectif [32, 33, 81, 34]. Comme I’espace des modeles possibles pour un en-téte
donné est tres grand, un calcul exhaustif des scores de tous les modeles est intraitable
en pratique. Aussi, les algorithmes d’apprentissage selon cette approche utilisent géné-
ralement des méthodes approchées, a base de méta heuristiques, dont la plus populaire
est sans doute la méthode de recherche gloutonne. Cette méta heuristique fonctionne
en trois étapes : 1) a partir d’'une hypothese (ici une structure de RB) courante, ob-
tenue suite aux itérations précédentes, définir un ensemble d’hypotheses voisines ; 2)
calculer pour chacune de ces hypotheses son score vis-a-vis de la fonction objectif;
3) choisir I’hypothese voisine maximisant le gain de score par rapport a I’hypothese
courante (on s’arréte si aucun voisin n’améliore le score) et retourner en 1.

iii Exploration de I’espace de structure

L’algorithme de recherche gloutonne tente d’améliorer un modele M qui a été déter-
miné comme le meilleur candidat jusqu’a I’itération actuelle par la maximisation d’une
fonction objectif parmi d’autres candidats voisins de ce modele. A chaque itération, le
voisinage d’un modele est obtenu par I’application a ce modele de différents opérateurs
de voisinage. Ces opérateurs sont généralement au nombre de trois : ajout ou suppres-
sion d’un parent 2 une variable, et inversion d’une relation parent-enfant. Etant donnés
deux modeles, ceux-ci sont dits voisins dans le contexte de la recherche gloutonne ssi
I’exécution d’un seul des opérateurs susmentionnés permet de passer de I’un a 1’autre.

iv  Evaluation des candidats

En apprentissage de structure, nous sommes intéressés par la découverte d’un modele
le plus fidele possible a la distribution de données réelle. Cette distribution étant in-
connue, il faut trouver une facon de comparer les modeles afin de savoir lequel est le
meilleur pour cette tiche. Formellement, nous voulons trouver un modéle M = (S, ©)
maximisant P(S|R) «x P(R|S)P(S). Le premier terme est la vraisemblance margi-
nale de la loi jointe de distribution sur I’ensemble des parametres de la structure cor-
respondante :

P(RIS) = / P(R|O,S)P(O]S) d©

o

ou P(R|©,S) est défini dans (2.1), et P(O|S) est I’a priori sur les parametres.
Afin d’avoir un score décomposable, il faut que chaque a priori satisfasse les pro-
priétés d’indépendance globale des parametres et de modularité des parameétres. Ces
propriétés sont par exemple assurées par les a priori de Dirichlet. Dans ce cas, P(R|S)
a une forme close :

Ai€H ujedom(pa(A;)) apEdom(A;)

ou « est le vecteur des hyper parametres ;.

Le score utilisant (2.2) est appelé Bayesian Dirichlet (BD) [38] :
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scoregp(S: R,a) =log ( P(S)Ppir(R|S : @) ). (2.3)

Buntime [23] a proposé une variante du score BD, appelée Equivalent Uniform
BD (BDeu) dans le cas ou les coefficients de Dirichlet sont obtenus par la formule

suivante :
8}

N Jdom (A)] < [dom(pa(A;)]

ou « représente un nombre global d’individus synthétiques équivalents.

Heckerman et coll. [83] ont ensuite proposé une variante du score BDeu, appelé
Equivalent BD (BDe) dans le cas ou les coefficients de Dirichlet s’obtiennent de la
facon suivante :

aijr = a X P(A; = ag, pa(A;) = u3|S,),

ou S, est la structure non dirigée compléte, c.-a-d. ou toutes les paires de nceuds sont
connectées.

Une autre approximation de (2.3) peut étre faite en considérant la limite de (2.2)
lorsque le nombre d’individus tend vers I'infini. En effet, dans ce cas, nous pouvons
écrire :

logP(R|S) = logP(R|fs) — dim(S) + ¢

log|T|
2
ol dim(S) est la dimension de la structure, c.-a-d. le nombre de paramétres indé-
pendants dans S, P(R|93) est le maximum de vraisemblance du modele sachant les
données, |T'| est le nombre d’individus et ¢ est majoré par 1.
Cette équivalence a mené a la définition du score Bayesian Information Criterion
[163] (BIC) :

~ log|T
scoregro(S : R) = logP(R|0s) — %dim(é’).

Le caractere localement décomposable des scores décrits dans cette section permet
de calculer de facon tres efficace les scores d’un modele sachant le score d’un de ses
voisins, en calculant uniquement 1’impact sur le score de 1’application de I’opérateur
de voisinage.

2.4 Paradigme multi relationnel

Le paradigme mono relationnel est tres répandu dans les communautés d’apprentissage
automatique et de fouille de données. Toutefois, les hypotheses induites ne sont pas
toujours vérifiées et introduisent des biais importants de représentation. En outre, de
nombreux jeux de données réels ne peuvent pas du tout étre représentés par une unique
relation. Cette section relache les hypotheses précédentes et aborde le cas de jeux de
données multi relationnels.

2.4.1 Limites de I’hypothese i.i.d. et autocorrélation

L’hypothese d’indépendance et de distribution identique des données pour chaque in-
dividu d’un jeu de données mono relationnel est souvent irréaliste. En effet, par défini-
tion, selon cette hypothese, aucun individu ne peut avoir d’influence sur les autres. Ceci
contredit les phénomenes d’autocorrélation souvent observés dans le monde réel. En
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FIGURE 2.2 — Une structure de RBOO dans un contexte d’accident de voiture. Image
provenant de [106].
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effet, considérons par exemple le cas de films visionnés et appréciés par une personne.
Sous hypothese 1.i.d., nous pourrions essayer de trouver une distribution représentant
les gofits d’une personne pour un film en fonction de caractéristiques propres a cette
personne et a ce film. Or, une personne a plus de chances d’apprécier un film si un
nombre conséquent de ses pairs 1’a apprécié également. De fagon symétrique, une per-
sonne a plus de chances d’apprécier un film si elle a déja apprécié d’autres films par-
tageant les mémes caractéristiques. Aussi, les connaissances obtenues sur un individu
peuvent donner de I’information sur les autres et les individus ne peuvent donc pas
étre considérés comme i.i.d. D’autres exemples de jeux de données ol ce phénomene
joue un role important incluent les données génétiques, ol une dépendance entre deux
génes dépend du type de chaque géne et des autres dépendances de chacun. De nom-
breux travaux dans la littérature [137, 125] ont en outre montré I’importance de faire
une inférence collective pour améliorer les performances individuelles par rapport au
seul usage des méthodes d’inférence dans un contexte i.i.d.

2.4.2 Réseaux bayésiens orientés objet

Au-dela de I’hypothese i.i.d., un autre désavantage des modeles mono relationnels est
leur inadéquation pour modéliser des domaines larges et complexes [126]. En effet,
dans de tels modeles, la structure est fixée a ’avance. Elle spécifie une configuration
précise du domaine considéré. De plus, aucune partie n’est réutilisable, et il faut né-
cessairement recopier de facon explicite les régularités de structure ou de parametres.

Les réseaux bayésiens orientés objet (RBOO) ont été proposés pour résoudre ces
problemes [106, 7]. Ces modeles appliquent différents principes du paradigme de re-
présentation objet aux réseaux bayésiens, tels que 1I’encapsulation, la composition et
I’héritage.

L’élément de base d’un RBOO est I’objet. Un objet o € O, ou O est ’ensemble des
objets, est composé d’attributs A, qui sont eux-mémes des objets. Trois types d’attri-
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buts existent : les entrées (/,), sorties (O,), et les objets encapsulés (£, ). Chaque objet
est 1ié a une fonction stochastique de ses entrées vers ses sorties, utilisant des dépen-
dances internes entre attributs faisant intervenir les objets encapsulés. Ce processus est
défini de facon récursive pour chaque objet attribut d’un autre.

La réutilisation de type est possible en RBOO a travers la notion de classe. Les
classes permettent de définir des types génériques, décrits a partir d’autres classes, et
peuvent étre instanciées par les objets. Les classes peuvent €galement €tre définies a
partir d’autres classes par héritage (une relation de type "‘est-un"’) ou composition
(une relation de type "‘partie de"’).

Pour étre completement défini, un RBOO doit décrire un ensemble de classes C,
représentant tous les types complexes des objets du domaine considéré. De plus, un ob-
jet principal, sans attribut d’entrée, appelé situation, définit 1’instanciation spécifique
des classes dans laquelle on souhaite raisonner. Il est composé d’objets de types ba-
siques ou complexes dans C' et est lui-méme associé a une fonction stochastique. Un
exemple de RBOO est donné dans la figure 2.2.

Deux stratégies d’inférence peuvent étre utilisées pour propager les croyances dans
les modeles. La premiere consiste a transformer le RBOO en un RB classique. Les
types complexes n’étant présents que pour structurer le modele et n’ayant pas de sé-
mantique propre, la transformation consiste en 1’aplatissement du RBOO pour obtenir
un RB B = (G,0) ou G = (V,FE) et V correspond a tous les attributs de types
simples du RBOO, et £ = {ej,eq,...,e,} est ’ensemble des arcs reliant une paire
de noeuds de s vers t avec s,t € V s’il existe un lien dans le RBOO de U, a V;
ou (U,V) € {(0,1),(E,0),(I,FE),(I,0)}. Les CPD sont aisément obtenues via
les fonctions stochastiques des attributs de type simple du RBOO. Un RBOO com-
pletement défini décrit une unique loi jointe de distribution sur les attributs de type
simple du modele et cette loi jointe est celle obtenue a partir de B comme pour un
RB classique. Il est intéressant de noter que cette stratégie n’utilise pas les régularités
de structure du RBOO considéré et les algorithmes d’inférence des RB, qu’ils soient
exacts ou approchés, peuvent étre utilisés.

La deuxieme stratégie peut mener a des gains de performance notables puisqu’elle
utilise les régularités de structure du modele. En effet, puisque dans un RBOO, un
objet communique avec les autres a travers son interface (ses entrées et sorties), nous
pouvons en déduire que dans le RB obtenu par aplatissement, chaque variable d’un
objet X sera conditionnellement indépendant des variables des autres objets sachant
Ox et Ix. A partir de cette observation, Koller définit dans [106] une méthode per-
mettant de transformer un RBOO en un réseau bayésien a sections multiples [185]
(MSBN). Un MSBN partitionne le RB aplati obtenu a partir du RBOO en un ensemble
de sous-réseaux non disjoints. Chaque intersection entre deux sous-réseaux est appelé
d-sepset ayant la propriété de rendre localement indépendants les deux sous-réseaux
concernés s’ils sont isolés du reste du RB. Dans cette méthode, un sous-réseau est
créé pour chaque objet complexe. Plus précisément, le MSBN d’un RBOO contient
un sous-réseau »_, pour chaque objet X du RBOO. Le sous-réseau ) _ .. contient les
ensembles d’attributs Oy, [x, les variables simples de Ex et tous les attributs non
encapsulés (dits publics) de chaque variable complexe dans X. Les d-sepsets corres-
pondent aux interfaces entre objets. Si I’on considere finalement un arbre 7" défini par
I’ensemble des objets du RBOO tels que Y est un parent de X si X est un attribut
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FIGURE 2.3 — L’hyper arbre d’'un MSBN dans le contexte de 1’accident de voiture.
Image provenant de [106].

complexe de Y, nous pouvons ensuite organiser le MSBN comme un hyper arbre ou
il existe un hyperlien de > ,- a >, si Y est un parent de X dans 7. La figure 2.3
donne un exemple d’un tel MSBN. Ceci offre de grands avantages pour I’inférence :
d’une part, la structure du RBOO peut étre utilisée pour trouver de bonnes partitions
dans le MSBN ; d’autre part, la gestion d’un cache permet la réutilisation de calculs
pour les multiples objets d’une méme classe. Pour des modeles avec une structure tres
répétitive, le gain peut etre considérable.

En ce qui concerne I’apprentissage des RBOO pour finir, un algorithme a été pro-
posé par Langseth et Bangsg pour estimer les parametres d’un objet de situation et son
ensemble de classes [111]. Du c6té de I’apprentissage de structure, le seul travail publié
a notre connaissance est celui de Bangsg et Langseth [6] sur un ensemble particulier
d’instanciations de classes, avec éventuellement une caractérisation des variables en
terme d’entrée ou de sortie.

Ainsi, un RBOO apporte plusieurs avantages par rapport aux RB classiques, in-
cluant la possibilité de réutiliser des types et de de représenter des modeles ou les indi-
vidus ne sont plus i.i.d. Néanmoins, ces modeles ont encore quelques désavantages. En
effet, méme si ces modeles permettent une forme de réutilisabilité, ils ne permettent
pas de découvrir des connaissances générales entre les différentes classes, en dehors
de la situation précise étudi€e via 1’objet principal. Par conséquent, la moindre modi-
fication de I’objet de situation ou d’une classe donnée demandera de mettre a jour le
RBOO par un expert ou un nouvel apprentissage complet du modele. Les données et le
modele ne sont ici pas suffisamment découplés pour rendre le modele réutilisable par
une famille d’instances différentes. Les modeles relationnels probabilistes améliorent
les possibilités de généralisation dans ce sens.
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2.4.3 Schéma de base de données, contraintes multi relationnelles

Une étape de généralisation supplémentaire dans le cadre des jeux de données multi
relationnels par rapport aux RBOO peut consister a découpler le domaine de définition
des données et les données considérées pour faire de I’inférence ou de 1’apprentissage.
Par cette abstraction, nous pouvons alors nous intéresser a la découverte générale de
connaissances dans ce domaine de définition pour différentes configurations de don-
nées. Une premiere étape nécessaire est d’étendre la définition de schéma pour le cas
multi relationnel. Pour rappel, les connaissances définies ou apprises dans le cas mono
relationnel se présentaient sous la forme de dépendances entre les différents attributs
de I’en-téte d’un schéma, en faisant abstraction des tuples d’une relation particuliere.
Dans le cas multi relationnel, nous définissons le concept de schéma de base de don-
nées, avec un objectif similaire.

Définition 2.11. Un schéma de base de données, ou schéma relationnel, est composé
d’un ensemble de schémas de relation R = {R'};<.

Dans ce contexte, I’extension du concept d’instance est naturelle.

Définition 2.12. Soit un schéma de base de données R. = (R = (H;,C;))i<m. Nous
appelons instance T de ce schéma une séquence de relations (R; = (H;,T;))i<m telle
que N1 < m : H; = H, et les contraintes C; sont valides pour T;.

Pour des raisons de simplicité, nous définissons I’ensemble inst(R) des instances
de R. Nous notons également Z(R") la restriction d’une instance Z € inst(R) a un de
ses schémas de relation R’ € R.

Dans un paradigme multi relationnel, les contraintes des différents schémas de re-
lations peuvent concerner d’autres schémas de relation. De nouvelles contraintes sont
alors pertinentes. Nous les présentons ci-apres.

La premiere catégorie de contraintes est liée a la notion d’unicité d’information
permettant d’identifier un tuple particulier a partir d’un sous-ensemble de ses informa-
tions. Nous commencons par aborder le cas le plus général, via le concept de super
cle.

Définition 2.13. Etant donné un schéma de base de données et un de ses schémas de
relation R = (H,C), une contrainte de super clé ¢ € C définit un sous-ensemble Hj,
de H identifiant un tuple de n’importe quelle instance de facon certaine, c.-a-d. une
dépendance fonctionnelle de la forme Hy, — H\ Hy.

Nous définissons ensuite la notion de clé candidate, qui n’est autre qu’une super
clé minimale dans I’ensemble des attributs.

Définition 2.14. Une contrainte de clé candidate ¢ € C' est une contrainte de super
clé minimale pour toute instance de R, c.-a-d. un sous-ensemble Hy. de H de telle sorte
que Hy, — H\Hy, et qu’il n’existe pas H,, C Hy, tel que H,, — H\ H;.

Plusieurs clés candidates peuvent exister dans un schéma de relation et il est sou-
vent nécessaire de faire un choix parmi elles pour définir une clé candidate principale
qui sera utilisée par d’autres contraintes, notamment pour créer des associations entre
tuples. La clé candidate principale d’un schéma de relation est appelée clé primaire.
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Définition 2.15. Une contrainte de clé primaire ¢’ € C définit la clé candidate prin-
cipale choisie pour identifier de facon unique un tuple pour toute instance du schéma
de relation. Elle est unique pour le schéma de relation.

La clé primaire de R est utilisée comme cible de toute contrainte d’intégrité réfé-
rentielle ayant R pour cible (cf. Définition 2.17). Pour des raisons de simplicité, nous
définissons la fonction pk qui associe a tout schéma de relation I’ensemble de ses at-
tributs de clé primaire.

La seconde catégorie de contraintes permet de définir des inclusions de domaines
entre différents ensembles d’attributs. De facon générale, nous pouvons ainsi définir
une dépendance d’inclusion entre deux ensembles d’attributs, indiquant que le do-
maine du premier ensemble est inclus dans le domaine du second.

Définition 2.16. Etant donné un schéma de base de données R et deux de ses schémas
de relation R = (H;,C;) et R? = (H;,C;), une dépendance d’inclusion entre A; C
H; et A; C H; contraint chaque instance I € inst(R) a avoir pour tout tuple t; de
Z(R") sa restriction t;[A;] égale a la restriction t;[A;] d’un tuple t; de TZ(R7).

La dépendance d’inclusion est particulierement intéressante dans le cas ou le se-
cond ensemble d’attributs est une clé primaire d’un schéma de relation R*. Dans ce cas,
le premier ensemble d’attributs est dit lié par une contrainte d’intégrité référentielle a
R

Définition 2.17. Etant donné un schéma de base de données R et un schéma de rela-
tion R" = (H;,C;), Uensemble d’attributs A, C H référence un schéma de relation
R’ ssi il existe une contrainte d’inclusion entre A, et pk(R?).

Cela signifie que pour toute instance Z € inst(R), la restriction ¢,[A;] de chaque
tuple t, de Z(R") identifie un tuple ¢, € Z(R’) de fagon unique. Pour des raisons
de simplicité, nous définissons la fonction fk qui a tout schéma de relation associe
la séquence de ses contraintes d’intégrité référentielles. Nous définissons également
les fonctions fktarget et fkattr associant respectivement a tout couple (schéma de
relation, contrainte d’intégrité référentielle) la relation cible et I’ensemble des attributs
source impliqués pour cette contrainte.

2.4.4 Squelette relationnel

L’inférence dans un MRP nécessite une connaissance partielle sur le jeu de données
afin de générer le RBP. Cette connaissance partielle consiste en I’énumération des
tuples existants, ainsi que les associations existant entre eux par le biais de contraintes
référentielles, appelée squelette relationnel.

Définition 2.18. Le squelette relationnel d’une instance I, noté mw(Z), est I’'union des
restrictions des tuples de T a leurs attributs impliqués soit dans une contrainte de clé
primaire, soit dans une contrainte d’intégrité référentielle.

Lorsqu’aucune ambiguité ne sera possible, nous appellerons m = 7(Z) le squelette
relationnel considéré.
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2.4.5 Chaine de références

Les contraintes d’intégrité référentielles définissent des dépendances entre les divers
schémas de relation qui peuvent étre composées de facon a définir des chemins, appe-
1és chaines de références, dans le schéma de base de données. Ceux-ci sont particulie-
rement importants dans I’apprentissage de modeles dans un contexte multi relationnel
pour construire des vues contextuelles de données dans le but de réaliser divers calculs
de fréquences dans les bases de données.

Définition 2.19. Etant donné un schéma de base de données R, une chaine de réfé-
rences 0 = (0;);<; de longueur | est une séquence telle que o; = (R', f;) (élément
de chaine direct) ou o; = (R, f;)~! (élément inversé) avec R" € R, f; € fk(R") et
Vi <l:

R, fi), 001 = (R, fina) = refr(RY, fi) = RS
R f)yoin = (R fiv1) ™t = refr(RY fi) = refr (R, fiv1)

)

)
R i) o = (R fin) = RY=R™L;

)

o= (
o= (
o= (
o= (R fi) ' oipr = (R fip) ™ = refr(R™ fina) = RY;

ou la fonction refr : R x ¥(R) — R associe a chaque couple (o, R) le schéma de

relation d’arrivée apres avoir appliqué la chaine a partir de R, et on % (R) définit
I’ensemble des chaines de référence possibles pour R.

Il est important de noter que 1’ensemble (R est infini. Une chaine de références
peut en effet Etre vue comme un chemin dans le multigraphe non dirigé ou les noeuds
sont les schémas de relation et une aréte étiquetée existe entre deux noeuds pour chaque
contrainte d’intégrité référentielle entre eux. Un exemple simple pour illustrer ce fait
consiste a construire la chaine de référence ((R', f;), (R', fi)~', (RY, fi), (RY, fi) 71, .. .).

Si nous notons dom(o;), le domaine d’un élément d’une chaine de référence, et
ran(o;) son co domaine, nous avons les égalités suivantes :

— 0, = (R, fi) = dom(c;) = R',ran(o;) = refr(R', fi);
- 0= (RZ7 fi)_l — dom(ai) = TefR(Ri> fi)?ran(ai) = Ri;

Ceci nous permet de redéfinir une chaine de références de la fagon alternative sui-
vante.

Définition 2.20. Etant donné un schéma de base de données R, une chaine de réfé-
rences 0 = (0;);<; de longueur [ est une séquence o o; = (R', f;) ouo; = (R, f;) 71,

avec R' = (H;,T;) € R, f; € fk(R") et Vi < I,ran(o;) = dom(o;41).

2.4.6 Exemple

Un exemple de schéma relationnel pour 5 schémas de relations et 4 contraintes d’inté-
grité référentielles est montré dans la Figure 2.4. Nous appelons par la suite ce schéma
relationnel par I’acronyme UMA (pour User, Movie, Actor). La Table 2.1 présente un
exemple d’instance pour ce domaine de données et la Table 2.2 donne son squelette
relationnel.
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FIGURE 2.4 — Schéma de base de données avec 5 schémas de relations et 4 contraintes

d’intégrité référentielles.

User Movie
id age gender job id genre rank year
ul "20-30" "M"  ‘"computing" || ml "drama" "top" "1990s"
u2  "20-30" "F" "business” m2 ‘"comedy" "top" "1970s"
Actor
id age country  fame
al "30-40" "France" "low"
a2 "10-15" "China" "high"
Rating Plays
id user movie rating || id movie actor role
rl  ul ml 4 pl ml a2 "main"
2 u2 m2 1 p2 ml al  "second"
TABLE 2.1 — Exemple d’instance du domaine UMA.
User Movie Actor
id age gender job || id genre rank year || id age country fame
ul  ? ? ? || ml ? ? ? al 7 ? ?
w2 ? ? ? || m2 ? ? ? a2 ? ? ?
Rating Plays
id user movie rating || id movie actor role
rl  ul ml ? pl ml a2 ?
2 u2 m?2 ? p2 ml al ?

TABLE 2.2 — Squelette relationnel de I’instance de la Table 2.1 du domaine UMA.
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2.4.7 Opérations élémentaires d’algebre relationnelle

Pour finir, nous définissons maintenant trois opérations élémentaires d’algebre rela-
tionnelle : la projection, la sélection, ainsi que la jointure. Ces opérations sont com-
munément utilisées pour explorer des données multi relationnelles et construire des
relations par intention, appelées vues, permettant par la suite de réaliser de plus amples
opérations, comme des comptages.

Définition 2.21. Soit R = (H,T') une relation et H, C H un ensemble d’attributs. La
projection T, d’'un tuple t; € T est sa restriction t;|H,|. Par extension, la projection
7w, d’une relation R est une nouvelle relation Ry, = (H,, TH,,) telle que :

THP = R[Hp] = {WHp[tz]ltz € T}

Définition 2.22. Soit R = (H,T) une relation et C une contrainte de sélection, c.-
a-d. une formule logique sous la forme d’une combinaison de contraintes de com-
paraison et de connecteurs logiques. La sélection oo de R est une nouvelle relation
Rc = (H, TC) ou :

Te = {ti|t; satisfait C}.

Définition 2.23. Soient Ry = (H;,Th) et Ry = (H»,T5), deux relations. Soient H;; C
Hy et Hjy C Hy, des sous-ensembles d’attributs pour chacune de ces relations. Une
Jjointure de Ry et Ry sur H;y et H;s est une nouvelle relation Ry = (H ;,T;) définie de
la facon suivante :

H; = H;UH,,

TJ = {t = <t1,t2> | (tl,tg) € T1 X TQ, tl[Hjﬂ = tQ[ng] }

2.4.8 Modeles relationnels probabilistes

De facon similaire aux RBOO, les modeles relationnels probabilistes (MRP) [62] sont
une famille de modeles permettant de raisonner dans un contexte multi relationnel in-
certain ou I’hypothese d’indépendance des tuples n’est pas vérifiée. Toutefois, les MRP
ont pour objectif la modélisation d’une connaissance plus générale que les RBOO pour
un domaine de définition donné. En effet, 1a o un RBOO oblige la définition d’un objet
de situation a partir duquel les dépendances probabilistes entre variables sont définies
ou apprises, un MRP a pour objectif de découvrir des dépendances probabilistes entre
les différents attributs d’un schéma de base de données. L’ apprentissage d’'un MRP se
fait toujours grace a I’utilisation d’une instance du schéma de base de données, mais
les connaissances découvertes en font abstraction. Ainsi, un MRP défini sur un schéma
de base de données est compatible avec toutes les configurations de données qui res-
pectent les contraintes de ce schéma. Ce dernier peut alors étre vu comme un contrat a
respecter entre le MRP et I’instance pour garantir leur compatibilité.

Le découplage entre MRP et instance est tres intéressant puisqu’il permet en théo-
rie de transférer un savoir acquis suite a I’apprentissage sur une instance d’un schéma
de base de données a une autre instance pour raisonner sur de nouveaux tuples. Cet
usage des MRP suppose ’existence d’une certaine généralisation des connaissances
entre différentes bases de données, ce qui n’est malheureusement pas toujours vérifié.
Plus vraisemblablement, le découplage permet d’apprendre des connaissances a partir
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Professor
Prof. Gump Student

Popularity Jane Doe
37 Intelligence

Teaching Ability 72

Ranking

77

Phil101
Difficulty

777 777
Rating Satisfaction
777 EE

Taaching-Abillty

Ranking

FIGURE 2.5 — (haut) Squelette relationnel pour une instance dans le contexte des ins-
criptions étudiantes (bas) La structure de MRP pour ce domaine. Images provenant de
[65]

d’une base de données pour ensuite réaliser des inférences sur les états futurs de cette
méme base de données, sous hypothese plus raisonnable a intervalles de temps courts
de stationnarité des distributions de probabilités, ou encore de réaliser un apprentis-
sage sur un ensemble de tuples avec données manquantes en ne prenant que ceux étant
completement définis, selon le principe de 1’analyse des cas disponibles (available case
analysis dans la littérature), pour ensuite réaliser une inférence sur les tuples restants.

Les MRP sont définis formellement de la facon suivante.

Définition 2.24. [62] Etant donné un schéma de base de données R = (R"Yi<m, un
MRP M = (8, 0) est composé d’une structure S et d’un ensemble de parametres ©.
La structure est composée d’un ensemble de variables aléatoires V et d’une fonction de
parents pa : YV — P(¥ x 3(R) x V) ou V est un ensemble de fonctions d’agrégation
(contenant la fonction id d’identité) et X2(R) est I’ensemble des chaines de références
qu’il est possible de définir sur R. L’ensemble V contient une variable aléatoire A; ;

pour chaque attribut A; € att(R") avec dom(A; ;) = ran(A;). Finalement, nous
avons © = {0; ; = P(A; j|lpa(4;;))}
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La fonction pa doit respecter certaines contraintes pour définir un MRP valide.
D’abord, la fonction doit étre telle que toute instanciation future du MRP donnera lieu
a un RB valide, donc sans circuit. De plus, I’'image de toute variable A, ; € V par la
fonction pa ne doit contenir que des triplets (¢, 0, A, ) € pa(A; ;) tels que si o est une
chaine de références non vide, alors ¢ doit &tre une fonction d’agrégation différente
de I'identité et dom(A,;) = ran(o); sinon, ¢ doit étre la fonction d’identité id et
dom(Aap) = dom (A4, ;).

Il est important de noter que les RB sont des MRP particuliers. En effet, considé-
rant un schéma de base de données R; avec un seul schéma de relation, sans contrainte
d’intégrité référentielle, tout MRP défini sur R, est un RB. En effet, sans contrainte
référentielle, toutes les chaines de référence pour I’ensemble des parents définis dans
le MRP doivent nécessairement étre nulles, impliquant que les fonctions d’agrégations
doivent également étre égales a id. Chaque triplet parent fait donc référence a un attri-
but singleton du méme tuple pour toute instance, et I’on revient a la définition d’'un RB
ou chaque tuple d’une instance est indépendant des autres.

2.4.9 Instanciation d’un MRP

Considérant un MRP valide et une instance compatible, il est possible de générer un
unique RB, appelé réseau bayésien a plat (RBP) de I'instance pour le MRP considéré.

Définition 2.25. [62] Soit M = ((V,pa),O), un MRP valide et une instance T €
inst(R) compatible, le réseau bayésien a plat G(M,T) = (Vz, paz, O1) est défini de
la facon suivante :

1. une variable aléatoire a.; ; € V7 existe pour tout A; j de M, avec dom(a.; ;) =
dom(A; ;) pour tout e € 1(R");

2. pour tout A; j et chacun de ses parents (Y, 0, V) € pa(V; ), nous avons :
Vs € I(RZ)Vt S ﬂ-(Ra) : (as,i,j) ¢7 g, a’t,a,b) € parz;
3. une CPD P(a.; j|pa(ac,;;)) € Oz est définie pour tout a.; ; € Vi avec :

P(ac,jlpalac,;)) = P(Aijlpa(As;)).

Il est important de noter que toutes les instanciations d’une méme variable aléatoire
du MRP dans le RBP sont identiques. Elles sont dites /iées au méme parametre.

Un RBP est I’instanciation d’un MRP qui décrit une unique distribution jointe de
probabilités pour les individus de Z en utilisant la connaissance décrite par M. La
fonction de vraisemblance associée a cette distribution nous donne sa sémantique :

PziMm =T I 1II Placislpatac,;)) (2.4)

RIER Ajcatt(R?) e€T(R?)

Dans le cas ou le modele est simple et le squelette est petit, I’inférence exacte
dans les MRP peut étre faite directement sur les RBP, par Iutilisation de techniques
d’inférence dédiées aux RB [152, 45]. Raisonner de facon exacte est également pos-
sible quand le modele contient de nombreuses régularités. Dans ce cas, 'utilisation
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de techniques proches de celles utilisées pour les RBOO peut donner de bons résul-
tats, impliquant la définition de MSBN et I'utilisation d’un cache applicatif. Certains
travaux se sont également focalisés sur des approches plus élaborées de génération par-
tielle de RBP [156, 168] utilisant les régularités du RBP pour en produire une version
factorisée plus petite. Toutefois, cette généralisation partielle exacte n’est pas toujours
intéressante, puisque nombre de configurations de données ne présentent pas ou peu de
régularités exactes. Ainsi, en examinant localement les configurations de données des
instanciations d’une méme variable du MRP, celles-ci sont généralement sensiblement
différentes, en terme de nombre de parents par exemple. Aussi, des travaux se sont
intéressés a la génération de RBP partiels approchés [169]. D’une facon plus générale,
lorsque le MRP engendre des RBP d’une certaine dimension, I’inférence exacte est
trop complexe et il faut alors utiliser des algorithmes approchés (cf. 2.3.1).

2.4.10 MRP garantis acycliques

Un MRP est un modele général sur un domaine de définition défini par un schéma de
base de données. Toutefois, son intérét premier provient de sa capacité a €tre instancié
pour un jeu de données particulier, celle-ci étant nécessaire pour effectuer un raison-
nement sur une base de données spécifique. Aussi faut-il pouvoir garantir qu’'un MRP
pourra étre instancié pour tout jeu de données respectant le schéma de base de don-
nées. Ce probleme est indécidable dans le cas général [91] et il est donc impossible de
discriminer de facon exacte I’ensemble des MRP que I’on peut instancier de son com-
plément. Cependant, il est possible de définir des conditions suffisantes a respecter au
niveau du MRP pour assurer que tout RBP obtenu par instanciation sera valide, c.-a-d.
acyclique. Un MRP est dit garanti acyclique s’il respecte ces conditions.

La vérification de cette propriété pour un MRP nécessite la construction d’un
graphe, appelé graphe de dépendances. Le graphe de dépendance G, d’'un MRP
M = ((V,pa),©O) contient :

— un noeud pour chaque variable aléatoire dans V ;
— unarcde A, ; vers A, si 3, o|(¢, 0, Aap) € pa(A; ;).

Un MRP est ainsi garanti acyclique si son graphe de dépendance est garanti acy-
clique. Certains MRP dont le graphe de dépendance n’est pas acyclique sont aussi
garantis acycliques. Par exemple, dans un contexte génétique, le codage d’un géne
pour un individu dépend entre autres du codage du méme géne pour ses parents, etc.
Au niveau conceptuel, le schéma de base de données contient un schéma de relation
représentant les personnes et un second schéma de relation contenant deux contraintes
d’intégrité référentielles liant les individus par lien de parenté. Toutefois, il est impos-
sible que la dépendance probabiliste entre le codage d’un géne pour un individu et
celui de ses parents entraine un quelconque cycle dans le RBP d’une instance asso-
ciée, car la relation de parenté est arborescente. Il est possible de considérer ce genre
de situation dans les MRP, en acceptant les cycles dans le graphe de dépendance qui
n’induisent pas de chaines de référence non garanties acycliques, mais ce contexte ne
sera pas détaillé ici (cf. [62]).
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2.4.11 Apprentissage d’'un MRP

Comme pour les RB, I’apprentissage d’'un MRP se découpe en deux phases : 1I’appren-
tissage des parametres d’une part et 1’apprentissage de la structure d’autre part.

i Estimation des parametres

L’estimation des parametres d’un MRP est proche de celle définie précédemment pour
les RB. Chaque variable A;; d’un MRP possede en effet un ensemble de parents
pa(A; ;) tel que la conjonction de variables A; ; U pa(A; ;) forme une relation R pour
tout jeu de données compatible Z. Cette relation est une vue de la base de données
originale, contenant un unique tuple pour chaque tuple de la relation originale Z(R").
Aussi, chaque variable A; ; donne lieu a la création de son propre jeu de données mono
relationnel dans lequel il est possible de calculer les fréquences nécessaires a 1’estima-
tion des parametres, et ce de la méme facon que pour un RB. Formellement, nous
pouvons ainsi définir selon 1’approche par maximum de vraisemblance :

Naijk

P(Ag; = axlpa(Ag,) = v, T) = N
aij

(2.5)

oll Ny;ji, (resp. INVy;;) est le nombre de tuples dont I’attribut A, ; est dans I’état ay, (resp.
dans n’importe quel état) alors que les parents de cet attribut dans le graphe sont dans
I’état u;.

Une estimation bayésienne pour ces parametres, en utilisant comme précédemment
un a priori de Dirichlet pour le cas de variables multinomiales, nous donne le résultat
suivant :

Naiji + Qaiji
Naij + iy
ou les ;i sont les hyper parametres de 1’a priori de Dirichlet correspondant aux

Naijk .

P(Ay; = aplpa(As;) = v, T) = (2.6)

ii Apprentissage de structure

L apprentissage d’'un MRP tel que décrit dans la littérature [62, 65, 66] se fait essen-
tiellement via recherche gloutonne, comme pour les RB. Les opérateurs de voisinage
utilisés sont les mémes que pour les RB, a savoir 1’ajout ou la suppression d’un pa-
rent a une variable, ainsi que I’inversion d’une relation parent / enfant. Toutefois, les
versions relationnelles de ces opérateurs demandent des vérifications supplémentaires
en amont avant d’étre applicables. Ces vérifications s’appliquent a chaque ajout d’un
parent (lors de I’utilisation de 1’opérateur d’ajout ou d’inversion). D’une part, le parent
(¢,0,A,p) d’une variable A; ; doit étre tel qu’il soit possible d’aller de RaR%en
suivant la chaine de référence o. D’autre part, I’agrégateur ¢ ne peut pas étre nul si
la chaine o contient une partie de chaine inversée. En effet, dans ce cas, cela signifie
qu’une relation 1,7 a été rencontrée, et qu’a chaque tuple de R ne correspond plus
nécessairement un seul tuple dans la relation localement construite pour les calculs de
fréquence, empéchant toute estimation de parametres dans ce cadre.

Une deuxieme différence oppose I’apprentissage de structure d’un RB et celle d’un
MREP selon I’approche gloutonne. En effet, le nombre de parents potentiels pour une
variable est tres dépendant du nombre de chaines de références qu’il est possible de
construire a partir de celle-ci. Or, I’ensemble des chaines de références sur un schéma
de base de données contenant au moins une contrainte de référence est infini. De ce



2.4. PARADIGME MULTI RELATIONNEL 51

fait, il est impossible de générer la liste exhaustive des voisins pour un MRP candidat.
Par conséquent, il faut introduire un biais de recherche dans 1’algorithme glouton.

Appliquant le principe de parcimonie, encourageant le choix d’un modele simple
lorsque plusieurs modeles sont performants, le biais de recherche doit privilégier les
structures les plus simples. En ce qui concerne les chaines de références, un modele est
dit simple si ces chaines sont courtes. Aussi, le biais doit encourager les chaines les plus
courtes ou pénaliser les chaines en fonction de leur longueur. Ce biais se matérialise
de deux facons dans les algorithmes d’apprentissage de MRP : d’une part, la recherche
de voisinage se fait toujours a une itération pour une longueur fixe de chaine de réfé-
rence et le parcours de 1’espace des modeles se fait tant qu’il est possible d’améliorer
le score de la structure en conservant une longueur de chaine fixe pour 1’exploration
des voisinages. Une fois alors qu’une convergence est obtenue, la longueur de chaine
considérée est incrémentée et I’apprentissage continue ; d’autre part, la fonction objec-
tif permettant d’évaluer les modeles est pondérée de facon a pénaliser les structures
en fonction de la longueur de I’ensemble de leurs chaines de référence. L’ algorithme
complet de recherche gloutonne pour un MRP est donné par 1’ Algorithme 1. La fonc-
tion neighbors(M, s) retourne 1’ensemble des voisins de M pour une taille de chaine
de référence fixée a s. De son coté, la fonction best(MC) retourne le meilleur modele
parmi un ensemble de candidats selon une fonction d’évaluation.

Algorithme 1 Algorithme de recherche gloutonne pour 1’apprentissage de MRP

Parametres : M,,;; : modele de départ
Retourne : M : optimum local obtenu a partir de M ,,;;
s+ —1
My = Mini
Répéter
s+ s+1
Mgs — Mgs—l
Répéter
ME, « neighbors(M<s, s)
Moy best(./\/l%s)

*
Jusqu’a M. converge
* *
Jusqu’z‘l Mgs = Mgs_l
*

Retourner M

Au-dela des approches gloutonnes, un algorithme hybride mélant approche par
contraintes et approche gloutonne a trés récemment été proposé pour 1’apprentissage
de MRP par Ben Ishak [11], adaptant aux MRP 1’algorithme Max-Min Hill Climbing
de Tsamardinos et coll. [177].

2.4.12 Evaluation des candidats

En apprentissage de structure de MRP, comme pour les RB, nous sommes intéressés
par la découverte d’un modele le plus fidele possible a la distribution de données réelle.
Cette distribution étant inconnue, il faut trouver une fagcon de comparer les modeles afin
de savoir lequel est le meilleur pour cette tiche. Formellement, nous voulons trouver
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un modele M = (§,0) maximisant P(S|Z,7) «x P(Z|S,n)P(S|n). Le premier
terme est la vraisemblance marginale de la loi jointe de distribution sur I’ensemble des
parametres de la structure correspondante :

P(Z|S,7) = / P(1]©,S,7)P(O|S, 7)de
(C]

ou P(Z|©, S, ) est défini dans (2.4), et P(O|S, 7) est 1’a priori sur les parametres.
Afin d’avoir un score décomposable, il faut pour rappel que chaque a priori satisfasse
les propriétés d’indépendance globale des parametres et de modularité des parametres.
Ces propriétés sont par exemple assurées par les a priori de Dirichlet. Dans ce cas,
P(Z|S, ) a une forme close :

P(Z|S, ) H H

R*eR V;€V(Re)

H INGR H U(agije + Naij)
I'(vij + Naij) [ (vaijn)

u;edom(pa(V;)) kedom(V;)

Le second terme est 1’a priori sur la structure du graphe, étant donné le squelette
relationnel 7. Dans le cas des RB, cet a priori est généralement uniforme et n’apparait
donc pas explicitement. Dans le cas des MRP, a cause du nombre infini de chaines
de références qu’il est possible de construire pour un schéma de base de données, 1’a
priori uniforme n’est pas raisonnable.

Supposant que la structure du graphe ne dépend pas du squelette relationnel, nous
pouvons réécrire 1’a priori de structure en P(S). Cet a priori est choisi de fagon a pé-
naliser les parents impliquant de longues chaines de références. Cette propriété repose
sur une information locale pour chaque variable aléatoire et satisfait donc la propriété
de modularité structurelle, permettant la décomposabilité du score. Plus précisément,
la littérature [66] définit I’a priori de structure de telle facon que log(P(S)) x —K,,
ou [, dénote la somme totale des tailles de chaines de références pour I’ensemble des
variables du modele.

2.5 Autres modeles probabilistes

De nombreux modeles graphiques probabilistes existent dans un contexte proposition-
nel au-dela des réseaux bayésiens, comme les réseaux de Markov [152] et les réseaux
de dépendance [82]. C’est donc tout naturellement que des adaptations du second ordre
de ces modeles ont été proposées dans un contexte relationnel ou de logique des pré-
dicats, tels que les programmes bayésiens logiques [97], BLOG [131], les réseaux
logiques de Markov [160], les réseaux de Markov relationnels [174], les réseaux bayé-
siens relationnels de Jaeger [90], et les réseaux de dépendance relationnels [139]. Ces
modeles sont décrits brievement avec d’autres dans [100]. A ces modéles peuvent étre
ajoutés les DAPER [84, 127], ainsi que les réseaux somme-produit relationnels [136].

Deux catégories de modeles probabilistes peuvent étre identifiées, comme pour
leurs homologues propositionnels, dépendant de la nature dirigée ou non des graphes
construits. Chaque famille possede des avantages et inconvénients par rapport aux
autres. Comme rappelé dans [100], les modeles dirigés sont généralement plus rapides
a apprendre que les modeles non dirigés grace a leurs fonctions de score décomposable
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localement pour chaque variable aléatoire. De plus, ils ne nécessitent pas de normali-
sation coliteuse des parametres a chaque itération puisque ces parametres représentent
déja des distributions de probabilité conditionnelles. Finalement, ils sont généralement
plus adéquats pour exprimer certaines formes de connaissance particulieres comme
les liens de causalité entre variables. En revanche, la contrainte d’acyclicité est sujette
a débat et peut poser de sérieux problemes de modélisation dans certains contextes.
Aussi, certains rejettent I'usage de tels modeles au profit de modeles non dirigés.

De facon symétrique, les modeles non dirigés permettent une plus grande flexi-
bilité de modélisation au prix de temps de calcul plus importants. En regle général,
I’apprentissage de tels modeles est effectué de facon approchée, ou le calcul du maxi-
mum de vraisemblance est remplacé par celui du maximum de pseudo-vraisemblance
[12]. Calculer ce dernier rapidement nécessite d’utiliser des méthodes d’inférence ap-
prochée, tel que celles de type Markov chain Monte Carlo (MCMC), la plus célebre
étant [’échantillonnage de Gibbs [173].

Parmi les modeles dirigés, le choix des MRP nait entre autres du constat que la
majorité des données sont stockées dans des systemes de gestion de base de données
relationnelles. Les MRP fonctionnant directement a partir d’un schéma de base de
données, ils sont plus facilement interprétables par les experts d’'un domaine et ne de-
mandent pas I’ajout d’une couche de représentation. De plus, les systemes de base de
données relationnels sont des technologies éprouvées, bénéficiant de dizaines d’an-
nées de recherche et permettant de réaliser les différentes interrogations aux données
nécessaires a 1’apprentissage de facon correcte, simple et robuste. En outre, les MRP
proposent des méthodes d’apprentissage dans le contexte d’incertitude de structure
entre tuples, problématique au coeur de cette these et de la littérature récente existe
pour leur utilisation concrete dans des cadres applicatifs professionnels [24].

2.6 Conclusion

Nous avons présenté dans ce chapitre les concepts généraux nécessaires a la com-
préhension de nos travaux. Nous avons ainsi commencé par définir le paradigme de
représentation mono relationnel ou propositionnel, ot un jeu de données est constitué
d’un ensemble de tuples identiquement et indépendamment distribués, avant d’abor-
der les concepts de dépendance fonctionnelle puis probabiliste dans ce contexte pour
enfin aborder la définition, I'inférence ainsi que 1’apprentissage de réseaux bayésiens.
En nous appuyant sur les limites des représentations propositionnelles, notamment les
contraintes fortes de I’hypothese i.i.d. opposées aux phénomenes d’autocorrélation gé-
néralement observés dans les jeux de données réels, nous justifions 1’intérét d’envi-
sager un paradigme multi relationnel de représentation de données. Nous décrivons
ainsi deux extensions des réseaux bayésiens dans ce contexte. D’une part, les réseaux
bayésiens orientés objet proposent une généralisation sous la forme de structure en
classes permettant le partage de distributions entre instances de cette méme classe. Ils
nécessitent toutefois la définition d’un objet de situation ou les instances de classe sont
énumérées et conditionnent le savoir qu’il est possible d’apprendre, rendant impossible
le découplage complet entre données et modele. D’ autre part, les modeles relationnels
probabilistes permettent un degré de généralisation supplémentaire puisqu’ils sont di-
rectement définis sur la description des types de données existants et n