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Resumen

Hoy en día, el Learning Analytics (LA), siendo una
disciplina relacionada con la ciencia de datos, se ha
convertido en una herramienta muy útil para la gestión
universitaria. En nuestro caso, proponemos un sistema
de LA para ayudar al personal académico en la gestión
de grados universitarios. El objetivo principal de nues-
tro sistema de LA es recopilar información de diferen-
tes fuentes, que comúnmente están disponibles para el
personal universitario, y facilitar su comprensión gra-
cias a las visualizaciones y predicciones. En particular,
proponemos técnicas de aprendizaje automático para
extraer tres indicadores clave para la gestión y la eva-
luación de la calidad de los títulos universitarios, y que
son difíciles de analizar con herramientas estándar. Es-
te sistema de LA se presenta como un conjunto de pa-
neles fáciles de usar dirigidos a ayudar en el proceso
de toma de decisiones para gerentes universitarios, de-
canos, directores o coordinadores de cursos.

Abstract

The field of Learning Analytics (LA), as a data scien-
ce related discipline, has become a very useful tool
for auditing and managing. In this work we propo-
se a LA system for academic personnel to help them
in university degrees management. The main goal of
our LA system is to gather information from different
sources –which are commonly available for university
personnel– and make it easier to understand by means
of prediction and visualization. In particular, we pro-
pose machine learning techniques to extract three key
indicators for the management and quality assurance
of the university degrees, which are difficult to analyze
with off-the-shelf tools.This LA system is presented as
a set of user-friendly dashboards addressed to help in
the decision making process for university managers,
such faculty deans, headmasters or course coordina-
tors.
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1. Introducción
En un contexto educativo, el análisis de los datos

disponibles relacionados con el proceso de aprendizaje
se conoce como Learning Analytics (LA). El análisis
de dichos datos no solo es interesante para la mejora
del proceso de aprendizaje durante un solo curso, sino
que también es importante para garantizar la calidad
de todo el plan de estudios. En el caso de las institu-
ciones de educación superior, parte del personal acadé-
mico son profesores encargados de velar por la buena
evolución de los estudios ofrecidos y de proporcionar
pautas para los cursos futuros. Varias universidades ya
han aplicado LA utilizando datos curriculares de es-
tudiantes de diferentes grados, obteniendo resultados
muy positivos [11, 13, 10]. Sin embargo, también se
sabe que el progreso académico de un estudiante es-
tá estrechamente relacionado con la evolución de los
cursos.

En este trabajo, presentamos un sistema de LA ba-
sado en datos para obtener algunos indicadores rela-
cionados con la evolución de los cursos: 1) predicción
de calificaciones y abandono de los estudiantes; 2) de-
tección de polaridad en comentarios de estudiantes en
encuestas, y 3) análisis de competencias de asignaturas
a partir de los planes de estudios y colaboración docen-
te. Estos indicadores son complejos de extraer directa-
mente a partir de los datos y, por lo tanto, las técnicas
de aprendizaje automático pueden usarse para automa-
tizar el proceso y permitir la escalabilidad al obtener
una imagen general de las relaciones entre estudios,
asignaturas, estudiantes y personal docente.

La predicción de abandono indica qué estudiantes
necesitan más asesoramiento y orientación personal.
Las predicciones de calificaciones son útiles para pro-
porcionar orientación personalizada. Estas también son
formas de estimar cuántos estudiantes continuarán sus
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estudios el año siguiente y en qué asignaturas se ma-
tricularán. La detección automática de polaridad en
preguntas abiertas en encuestas de satisfacción es in-
teresante para complementar las preguntas cuantitati-
vas (respuestas del 1 al 10 y sí / no). Por lo general,
existe una correlación entre estos dos tipos de respues-
tas en una encuesta, pero solo con valores numéricos
no siempre es posible inferir la polaridad de los co-
mentarios (positivo, neutro o negativo). Finalmente, el
análisis gráfico entre las competencias del curso y la
colaboración docente ayuda a comprender la evolución
de las asignaturas en un grado y a mantener los planes
docentes coherentes con las pautas generales de los es-
tudios.

Estos indicadores se recopilarán en un tablero de
control de LA que permitirá su visualización y análisis
a nivel de un grado o un grupo de grados y másteres (a
nivel global).

Este artículo está organizado de la siguiente forma:
La Sección 2 describe el análisis de las calificaciones
para la predicción del abandono y las calificaciones fu-
turas, así como el tablero de control desarrollado. La
Sección 3 explica el trabajo realizado en la detección
de polaridad para analizar los comentarios de los estu-
diantes sobre los profesores y los cursos. La Sección 4
explica el tablero de control para el análisis de compe-
tencias de cursos y sus visualizaciones. Finalmente, la
Sección 5 concluye el trabajo sugiriendo trabajo futuro
y comentarios finales.

2. Análisis de abandono y califica-
ciones

Uno de los indicadores más importantes para la edu-
cación superior es la tasa de abandono, y más específi-
camente, la tasa de abandono al final del primer curso.
Una tasa alta puede sugerir que el proceso de inscrip-
ción no fue el más adecuado para la institución, y que
la formación previa de los estudiantes no fue suficiente
o que sus expectativas no se cumplieron por completo.
En España, la tasa de abandono se sitúa entre 25% y
29%[14] y, en la Universitat de Barcelona, la tasa de
abandono de 2009 a 2014 fue de alrededor del 20 %
[1].

En esta sección tratamos de responder las siguientes
preguntas: ¿es posible predecir si un estudiante se ma-
triculará nuevamente en los años siguientes?, y ¿es po-
sible predecir qué calificaciones obtendrá el estudiante
en los años siguientes?

En la literatura se pueden encontrar trabajos que
consideran estas preguntas, pero se basan principal-
mente en datos personales diferentes al rendimiento
académico (por ejemplo, datos LMS) [5, 15], que pue-
den ser costosos de recopilar. En nuestro enfoque, pre-

Figura 1: Distribución de las calificaciones del curso
(primer intento) entre los grados. Las diferencias son
visibles entre los cuatro grados.

sentado en [16, 7], entrenamos nuestros modelos utili-
zando información de las calificaciones del primer año
académico de un estudiante, porque esta información
ya se monitoriza por las universidades y se actualiza
periódicamente. Además, cualquier otro tipo de infor-
mación valiosa se puede agregar fácilmente a los mo-
delos en caso de que sea proporcionada por la univer-
sidad. Véase [16] para obtener más referencias de tra-
bajos relacionados. Por otro lado, los modelos son fá-
cilmente ampliables, ya que se les puede agregar otros
tipo de datos relacionados en caso de que sean propor-
cionados por la universidad.

2.1. Datos
Para este trabajo recopilamos 134 571 muestras de

datos (calificaciones) de un total de 7 557 estudian-
tes de los grados de Derecho (3 444), Matemáticas
(490), Ingeniería Informática (422) y Educación Pri-
maria (3 201) en la Universitat de Barcelona (UB) en-
tre los años 2009 y 2016. La Figura 1 muestra la dis-
tribución de las calificaciones del curso (primer inten-
to) entre los grados. Hay diferencias visibles entre las
ciencias y las humanidades. El resto de la sección re-
sume los resultados de los tres primeros grados, pre-
sentados en [16]1. Para ver más resultados, consúltese
también [7].

2.2. Predicción del abandono
Consideramos aquí el problema del abandono co-

mo un problema de clasificación binaria desequilibra-
da, que puede abordarse mediante el siguiente proce-
dimiento de dos pasos:

Paso 1: Definición del vector de características y
preprocesamiento de datos. Cada estudiante en el con-
junto de datos se describe utilizando un vector n-
dimensional que consiste en las calificaciones de cada
asignatura de un año académico determinado. Para los

1El conjunto de datos está disponible en https://doi.org/
10.1371/journal.pone.0171207
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grados de Informática y Matemáticas en la UB, n = 10
para todos los años académicos; para Derecho, n = 10
para el primer año académico; y n = 8 para el res-
to. De entrada descartamos incluir otra información en
el vector de características, como la nota de admisión,
para que el sistema sea menos dependiente de factores
externos (como se explica en [16]). Para capacitar ade-
cuadamente a los clasificadores, utilizamos Synthetic
Minority Over-sampling Technique (SMOTE) [4] para
equilibrar el conjunto de datos.

Paso 2: Clasificación. Comparamos técnicas de van-
guardia (Regresión logística, Gaussian Naive Bayes,
Support Vector Machine, Random Forest y AdaBoost)
que utilizan diferentes enfoques para resolver un pro-
blema de clasificación y elegimos el que tiene el mejor
rendimiento, a saber, AdaBoost. La puntuación F1 ob-
tenida es del 76% para Derecho, Matemáticas e Infor-
mática. Véase [16] para obtener más detalles sobre la
comparativa, las referencias y los resultados.

2.3. Predicción de calificaciones
Consideramos el problema de predecir calificacio-

nes futuras para un estudiante en particular dados los
anteriores. Para resolver este problema, implementa-
mos un sistema recomendador de filtro colaborativo
con ajuste de línea base [17], debido a su escalabili-
dad y flexibilidad para manejar los valores nulos. Es-
te enfoque se ha comparado con modelos de regresión
como Regresión lineal [20] y SVM [18], dando resul-
tados menos precisos que los conseguidos por el siste-
ma de recomendación [16]. El vector de características
utilizado es el mismo que en el problema de predicción
de abandono.

En general, un sistema de recomendación funciona
encontrando similitudes entre las filas de una matriz
sparse y prediciendo los valores nulos utilizando da-
tos de la misma matriz [8]. En nuestro caso particular,
las filas de la matriz corresponden a las calificaciones
de los estudiantes para cada curso de un grado. Los
sistemas de recomendación funcionan bajo el supuesto
de que si dos asignaturas son similares y un estudian-
te no tiene una calificación para una de ellas, entonces
es válido predecir este valor desconocido utilizando la
calificación de un estudiante similar.

Después de realizar una validación cruzada quíntu-
ple con los datos de los grados en Matemáticas, Dere-
cho e Ingeniería Informática, obtenemos un Error Ab-
soluto Medio (MAE) de 1,215, 1,321 y 1,344, respec-
tivamente. Visualizamos cada calificación predicha pa-
ra los cursos de segundo año en comparación con las
calificaciones reales de nuestro conjunto de datos en
la Figura 2 (grado de Matemáticas) para ver cómo se
distribuye el error a lo largo de las predicciones. Esta
figura se compone de dos partes: 1) un área central que
muestra un diagrama de dispersión de la predicción de

Figura 2: Gráfico de dispersión y distribución de pre-
dicciones de calificaciones para el grado de Matemá-
ticas. Cada punto corresponde a una puntuación de un
estudiante para una asignatura en particular. Los pun-
tos se colorean de acuerdo con la puntuación media ob-
tenida por el estudiante en el año académico anterior.
Los gráficos de histograma muestran las distribuciones
de las calificaciones predichas (eje X) y las calificacio-
nes reales (eje Y).

calificaciones (eje X) y calificaciones reales (eje Y) de
todos los cursos de segundo año, junto con una recta de
predicción perfecta (línea negra) y una recta de regre-
sión (línea azul), y 2) dos histogramas que muestran las
distribuciones de las calificaciones predichas (eje X)
y las calificaciones reales (eje Y). Las cuatro regiones
sombreadas del diagrama de dispersión corresponden a
las áreas donde las calificaciones pronosticadas cuan-
tificadas serían aceptadas como correctas. Observamos
que la recta de regresión es cercana a la recta de predic-
ción perfecta. Los puntos que caen en las áreas blancas
de la trama son aquellos que se han pronosticado de
forma incorrecta tras la cuantización. Para proporcio-
nar más información visual, cada punto se colorea de
acuerdo con el promedio obtenido por el estudiante en
el año académico anterior.

Todo el código utilizado en este trabajo está dispo-
nible públicamente en un repositorio de GitHub 2.

2.4. El tablero de control
Finalmente, compilamos e importamos los resulta-

dos de la predicción en un tablero de control en forma
de gráficos que muestran las calificaciones obtenidas y
pronosticadas de cada estudiante. Hay una demostra-
ción del tablero de control disponible públicamente3.

2https://github.com/pid-ub/pid-UB
3http://pid-ub.github.io/demo/
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Figura 3: Vista en el tablero de control de las califica-
ciones pasadas y predichas de un estudiante.

La Figura 3 muestra una captura de pantalla de ejem-
plo. Las barras verdes representan asignaturas aproba-
das. Esta visualización, accesible solo para el tutor de
cada uno de los alumnos, permite ver las calificaciones
históricas y futuras de un alumno de un vistazo. Esto
le da al tutor la oportunidad de tomar decisiones in-
formadas sobre el asesoramiento estudiantil. Además,
el tablero de control envía alertas a los tutores cada
vez que un alumno al que asesoran corre el riesgo de
abandonar los estudios. La herramienta permite cargar
y procesar nuevos datos para actualizar los resultados
de predicción en línea.

3. Análisis de sentimiento en en-
cuestas a estudiantes

El análisis de sentimiento es un área de investigación
en rápido crecimiento que se centra en la extracción au-
tomática de sentimientos de documentos textuales. Las
aplicaciones más comunes son la extracción de senti-
mientos de Tweets, reseñas de productos y comentarios
en Internet, con el objetivo de tomar mejores decisio-
nes de marketing, realizar recomendaciones, mejorar
los diferentes servicios, así como avanzar en la interac-
ción persona-ordenador [2]. El análisis de sentimiento
y la subtarea de detección de polaridad pueden abor-
darse como una tarea de clasificación binaria (“positi-
va” o “negativa”), una tarea de clasificación múltiple al
agregar una clase “neutral”, o una tarea de estimar po-
sitividad y negatividad en una escala numérica discreta
o continua. En este trabajo, la detección de polaridad
se usa para determinar si los comentarios de los estu-
diantes sobre las asignaturas o los profesores son posi-
tivos, negativos o neutros. La detección automática de
polaridad en los comentarios de texto abierto de los es-
tudiantes proporciona una nueva fuente de información
valiosa para el personal académico.

3.1. Descripción del corpus
Para realizar esta tarea de detección de polaridad, en

primer lugar, creamos un corpus a partir de nuestros
datos. El corpus es una colección de dos tipos de en-
cuestas de estudiantes: encuestas sobre profesores (re-
lacionados con una asignatura dada) y encuestas sobre
las asignaturas (que pueden tener más de un profesor).
Ambas encuestas están formuladas en catalán, pudién-
dose contestar en catalán, español o inglés. Como ha-
bía un número muy pequeño de comentarios en inglés,
estos fueron descartados para los experimentos. Cada
encuesta tiene dos tipos de preguntas: preguntas cuan-
titativas que se responden con calificaciones de 0 a 10
y preguntas de texto abierto.

El corpus que utilizamos en este trabajo se basa en
las preguntas de texto abierto. Las respuestas a las pre-
guntas de texto abierto se han anonimizado y aleatori-
zado, y actualmente no es posible hacer coincidir las
respuestas de texto abierto con las respuestas cuantita-
tivas. Sin embargo, estamos explorando la posibilidad
de obtener este mapeo para obtener un conjunto de da-
tos semi-supervisados.

Las preguntas abiertas sobre profesores son:

1. qué aspectos de la actividad docente de este pro-
fesor han ayudado más a los estudiantes en el pro-
ceso de aprendizaje en la asignatura, y

2. qué aspectos de la actividad docente de este pro-
fesor deberían mejorar.

La única pregunta abierta con respecto a las asig-
naturas es simplemente escribir cualquier comentario,
sugerencia u observación.

3.2. Creación del corpus
Para la creación del corpus, primero extraemos los

datos, luego limpiamos y preprocesamos los datos y,
finalmente, anotamos la polaridad de cada respuesta.

Para limpiar y preprocesar los datos, realizamos va-
rios pasos. Primero, reemplazamos todos los nombres
de los profesores dentro de los comentarios por un
pseudónimo para hacer que todos los datos sean anó-
nimos. En segundo lugar, detectamos el idioma de ca-
da comentario y los agrupamos por idioma. Los pocos
errores de la detección automática se corrigen manual-
mente durante el proceso de anotación. El promedio de
palabras por comentario es de 27, 9 palabras para co-
mentarios en español y 25, 5 para comentarios en ca-
talán, y el promedio de palabras por oración es 16, 7
para oraciones en español y 15, 4 para oraciones en ca-
talán. Finalmente, cada oración se procesa con un eti-
quetador de categorías gramaticales, y es dividida por
palabras y lematizada. Usamos Freeling4, una herra-
mienta de análisis de lenguaje de código abierto que

4http://nlp.lsi.upc.edu/freeling/index.php/
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cubre la mayor parte de la extracción de características
para español y catalán. Cada oración en el corpus se
anota manualmente (por dos anotadores para el cata-
lán, y tres anotadores para el español) para obtener un
conjunto de datos supervisados. El acuerdo promedio
entre anotadores es de 0, 87 para catalán y 0, 75 pa-
ra español. Las oraciones en las que los anotadores no
estaban de acuerdo fueron descartadas.

El conjunto de datos anotados resultante contiene
883 oraciones negativas, 169 oraciones positivas, 137
oraciones neutrales en español; y 1596 oraciones nega-
tivas, 885 oraciones positivas, 444 oraciones neutrales
en catalán. La proporción entre oraciones negativas y
positivas en catalán es de casi el doble, mientras que en
español es más de 5 veces mayor. Esto puede explicar-
se por el hecho de que no es obligatorio responder las
encuestas: solo alrededor de 20% de los estudiantes en
cada materia envían una respuesta antes del final del
semestre y, generalmente, es porque tienen sentimien-
tos extremos sobre una asignatura en particular o sobre
el personal docente.

3.3. Modelo de análisis de sentimiento
Para configurar nuestro modelo, realizamos varios

experimentos basados en el artículo [3] en nuestro cor-
pus, tanto en español como en catalán. Como la por-
ción en catalán del corpus es mayor y está mejor equi-
librada en términos de distribución de clases, solo in-
formamos de estos resultados.

Se utilizaron diferentes técnicas de extracción de ca-
racterísticas para crear el modelo (consúltese [9] para
más detalles). Comparamos los resultados experimen-
tales mediante el uso de varios clasificadores de apren-
dizaje supervisados, siendo los sistemas más exitosos
Support Vector Machines (SVM) y Logistic Regression
(LR). Los métodos relacionados con las redes neuro-
nales no funcionan bien en este escenario, debido al
escaso número de comentarios que estamos utilizando.

El sistema con el mejor rendimiento utiliza una com-
binación de frecuencia de términos en bag-of-words,
bigramas y triagramas (todos con TF-IDF y creados a
partir de oraciones lematizadas) que proporciona una
precisión de 0, 72. En comparación con el rendimiento
humano, el acuerdo entre los anotadores era del 0, 87
para los comentarios catalanes: nuestro mejor modelo
representa un 83%.

4. Análisis de competencias
Queremos detectar agrupaciones y estructuras orga-

nizativas en dos conjuntos de datos: el conjunto de
asignaturas impartidas en un grado universitario, y el
conjunto de profesores que imparten dichas asigna-
turas. Para hacerlo, establecemos nuestro objetivo de

desarrollar una herramienta para visualizar ambos con-
juntos de datos como grafos. Esto puede ser útil para
facilitar la reestructuración de los planes de estudios,
gracias a la agrupación visual de las asignaturas de un
grado.

En [6] se realizó una visualización de varios tipos de
relaciones entre asignaturas dentro del mismo plan de
estudios. Según los autores, se debe utilizar un análi-
sis de las relaciones entre asignaturas para “evaluar y
monitorear los planes de estudio” e “informar las estra-
tegias de renovación del plan de estudios”. Las relacio-
nes entre las asignaturas dentro de un plan de estudios
permiten un tratamiento orientado a la red de sus (me-
ta) datos. Además, la forma habitual de representar un
plan de estudios en una tabla es limitada, siendo más
natural tratarlo desde la perspectiva de su estructura de
grafo, como se señala en [19].

Una característica clave de nuestro contexto curri-
cular es que la mayoría de los estudiantes no eligen
libremente sus asignaturas durante la mayor parte de
sus estudios (el programa está predefinido). Esto sí que
sucede en otros sistemas (por ejemplo, en América del
Norte), lo que hace que este sea el foco principal de los
estudios citados. Nuestro enfoque, por el contrario, se
basará en el contenido y observaremos las relaciones
de las asignaturas en función de factores de similitud.

La mayoría de las técnicas para interpretar y visua-
lizar datos de relaciones de asignaturas se pueden apli-
car al conjunto de datos de los profesores y las mate-
rias que pueden haber co-impartido. Esto se propone
en gran medida siguiendo el estilo del análisis de datos
académicos, un campo que también se ha beneficiado
de las técnicas de visualización de datos y grafos [12].

4.1. Asignaturas y competencias
Centrémonos primero en la clasificación de asigna-

turas. Recopilamos la siguiente información en una ba-
se de datos SQL: grados impartidos en la Universitat de
Barcelona, asignaturas en cada grado y competencias
asociadas a una asignatura determinada. Por compe-
tencias nos referimos a descripciones de alto nivel de
habilidades que los estudiantes deben adquirir o mejo-
rar después de cursar una asignatura.

Las competencias son una fuente de similitudes en-
tre asignaturas fácil de manejar, porque cada grado tie-
ne una lista fija y cerrada de ellas. Por lo tanto, pode-
mos relacionar dos asignaturas A y B de un grado en
base a un criterio cuantitativo: A ⇠k B siempre que
compartan al menos k competencias. Para cualquier k
positivo, esto nos da un grafo, en el que los vértices son
el conjunto de asignaturas, y las aristas están dadas por
la relación definida.

Podemos etiquetar cada asignatura de acuerdo con
su categoría, a saber: formación básica (FB), obligato-
ria (OB), optativa (OT), prácticas (PR) y trabajo final
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de grado (TR). Esto nos da una coloración del grafo.
Cada arista puede etiquetarse con un número entero co-
rrespondiente al número de competencias compartidas
entre las asignaturas que conecta, obteniendo un grafo
con pesos.

Con la estructura de grafo definida, pasamos a pro-
ducir la visualización. Queremos renderizar el grafo de
una manera “natural”: los clústeres y las partes densa-
mente conectadas del grafo deben mostrarse de forma
consecuentemente cercana. Esta disposición natural se
logra mediante el módulo d3-force de D35.

Es de esperar que, tras establecer un umbral k para el
número de competencias compartidas, un grafo tenga
clústeres correspondientes a 1) categorías de asignatu-
ras, con asignaturas divididas según el año en que se
imparten, o 2) áreas temáticas, con asignaturas agrupa-
das de acuerdo con sus contenidos.

Figura 4: Grafo del grado de Derecho (k = 1).

Un ejemplo de lo primero se da en la Figura 4. Ob-
sérvese cómo los nodos centrales son los correspon-
dientes a las asignaturas OB (verde), que contienen la
materia principal del grado y generalmente se toman
en el segundo y tercer año.

La Figura 5 es un ejemplo de lo segundo. Vemos al-
gunas asignaturas OT (rojo) conectadas solo al clúster
principal por unas pocas aristas, que corresponden a las
menciones en bioinformática, matemáticas y adminis-
tración de empresas.

Podemos preguntarnos si estos grafos son indicati-
vos de una buena estructura del plan de estudios. En
algunos casos, visualizar el grafo con un umbral bajo
de k da como resultado un grafo (casi) completamente
conectado, pero el grafo generalmente muestra alguna
estructura desde k = 5 en adelante. Esto siempre su-
cederá, a menos que todas las competencias estén pre-
sentes en todos las asignaturas, en cuyo caso el plan de
estudios probablemente debería revisarse.

Para facilitar la inspección de los grafos, se han im-
plementado algunas opciones de filtrado. La cantidad

5https://github.com/d3/d3-force

Figura 5: Grafo del grado de Ingeniería Informática
(k = 1).

de aristas en los grafos es considerablemente grande,
por lo que el filtrado debe hacerse desde SQL (al rea-
lizar las operaciones JOIN necesarias). El filtro más
importante viene dado por la selección de años inicia-
les y finales. De esta manera, solo se consideran las
asignaturas que se imparten durante ese rango de años,
lo cual es útil para considerar asignaturas optativas que
varían con el tiempo.

El aumento del umbral es útil para identificar clús-
teres fuertes. Por ejemplo, el grado de Lingüística (Fi-
gura 6) con umbral bajo tiene un grafo denso, mientras
que elevando a k = 5 se producen clústeres naturales
que uno puede identificar y etiquetar fácilmente.

Figura 6: Grafo del grado de Lingüística con umbral
alto (k = 5).
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Figura 7: Grafo de colaboración docente para el grado
de Matemáticas.

4.2. Colaboración docente
Para analizar la colaboración docente, además de los

datos ya mencionados, también reunimos los grupos de
clase para cada asignatura, el tipo de grupo, y el pro-
fesor a cargo de cada grupo. Como se espera que la
mayoría de las asignaturas tengan varios grupos, po-
demos relacionar a dos profesores si han co-impartido
una asignatura determinada. A esto lo llamamos grafo
de colaboración docente.

A nivel organizativo, esta visualización ayuda a
identificar posibles fallos en la estructura departamen-
tal (por ejemplo, profesores que imparten muchas asig-
naturas diferentes o solo una asignatura a lo largo del
tiempo). Hemos podido mostrar esto coloreando el gra-
fo de acuerdo con los departamentos asignados, infor-
mación que también tenemos en nuestra base de datos.

La Figura 7 presenta el grafo de colaboración do-
cente para el grado de Matemáticas. En la componente
conexa amarilla, tenemos los tres grupos en el Depar-
tamento de Matemáticas e Informática.

4.3. Discusión y limitaciones
Hemos creado un software para visualizar asignatu-

ras y relaciones entre estas6, así como patrones de co-
laboración docente. Como se dijo al comienzo de esta
sección, el objetivo principal de estas visualizaciones
es ayudar al personal académico a tomar decisiones in-
formadas sobre la planificación y renovación del plan
de estudios. Esto se puede lograr detectando patrones
al visualizar los datos, lo cual ha sido ilustrado en las
diferentes figuras.

Los principales tipos de patrones observados son la
agrupación de asignaturas por área temática, y la agru-

6Código disponible en https://github.com/3nr1c/
grad-db. Hay una demostración limitada disponible en https:
//grad-db-demo.herokuapp.com/

pación por categorías (FB, OB, ...), que están relacio-
nadas con el año en que un estudiante típicamente to-
maría esa asignatura. Proponemos que un currículum
bien estructurado será aquel en el que las asignaturas
se agrupen naturalmente según los contenidos y el área
temática, ya que esto aclarará varios indicadores: re-
quisitos previos, solapamiento de contenidos y equili-
brio general de las materias.

El filtrado nos ha permitido comprender mejor los
clústeres: al establecer umbrales de conectividad más
altos, podemos detectar las principales agrupaciones
de asignaturas.

Otros estudios [6, 19] adoptaron el enfoque de ma-
pear todas las combinaciones de asignaturas que los es-
tudiantes habían tomado. Ese enfoque no tiene sentido
en nuestro contexto, ya que todos nuestros estudiantes
tienen una gran cantidad de materias obligatorias co-
munes. Por lo tanto, no podemos incorporar en nuestro
caso esta información a la predicción del desempeño
de los estudiantes. Esto es una limitación importante,
ya que no se puede ver si existe una correlación en-
tre la elección de asignaturas y las calificaciones de un
estudiante (cf. Sección 2).

5. Conclusiones y trabajo futuro
Este artículo presenta una amplia gama de técnicas

de aprendizaje automático y visualizaciones utilizadas
para resolver diferentes problemas de learning analy-
tics y extraer automáticamente tres indicadores clave
para la gestión y la evaluación de la calidad de los gra-
dos universitarios.

Los sistemas basados en datos presentados consti-
tuyen una herramienta de LA que puede adaptarse efi-
cientemente a cualquier grado y actualizarse periódica-
mente. El personal académico puede obtener fácilmen-
te una visión general de cómo están evolucionando los
estudios y tener conocimientos extra para tomar mejo-
res decisiones. Dado que esta herramienta revela infor-
mación sobre estudiantes, profesores y calificaciones,
debe ser confidencial y restringida al personal acadé-
mico.

Hemos mostrado resultados prometedores para la
predicción de las calificaciones de los estudiantes y el
abandono a partir de los datos de la UB. Sin embargo,
es necesario un estudio más general que aumente el
número de estudiantes, variedad de grados, y universi-
dades involucradas en el trabajo para validar el sistema
en otros escenarios.

Los resultados obtenidos mediante el análisis de
sentimiento en las respuestas de texto abierto a las en-
cuestas de estudiantes son alentadores. Recopilando y
anotando más datos, podríamos obtener mejores resul-
tados utilizando modelos de redes neuronales. Como
trabajo futuro, queremos analizar las respuestas numé-
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ricas conjuntamente con las preguntas de texto abierto,
estableciendo su correlación con el sentimiento. Una
vez validado el modelo, la suma de los comentarios
positivos y negativos se puede mostrar en los informes
de satisfacción.

Con respecto al análisis de competencias de asig-
naturas, hemos comenzado una línea en el análisis y
visualización de planes de estudios, que se inspira en
parte en la literatura existente realizada en universida-
des norteamericanas. El siguiente paso es analizar en
profundidad los grafos generados, con métricas como
el grado de conectividad y la centralidad. Estas métri-
cas permitirán una mejor comprensión de los progra-
mas académicos. Esperamos poder generar estrategias
específicas para mejorar planificaciones de estudios en
función de este tipo de visualizaciones y datos.
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