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Аннотация. Предлагается подход к улучшению качества генерации заголовков, основанный на ранжиро-

вании примеров обучающей выборки в соответствии со значениями метрики ROUGE-1, вычисленных для 

текстов и заголовков, фильтрации данных и генерации искусственных обучающих примеров. Предложенный 

подход, протестированный на примере нейросетевой модели BART, показал улучшение качества генерации 

заголовков на материале двух англоязычных корпусов. 
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Abstract. Due to the significant increase in the availability of scientific resources and their expansion, the analysis 

and systematization of scientific documents become an important task of natural language processing. Scientific articles 

contain much significant diverse information. Besides, their amount is constantly increasing, and tracking actual  

scientific publications takes a lot of time. Reducing the number of viewed documents and their generalization is possible 

using special tools for automatic text processing, including text classification, information extraction, and text sum-

marization. 

As regards the summarization of scientific documents, one of the particular problems is the generation of the title 

for the scientific paper. Taking into account the large volumes of scientific resources, the title is especially signifi-

cant. The title accuracy affects the visibility of the paper by the scientific community and therefore the number 

of prospective readers. Moreover, some recent studies showed that the quality of the paper title influences the number 

of citations. Despite this, the authors often spend not enough time creating a good title, which makes it non-

informative and non-reflecting the content of the article. To overcome this weakness, the methods of automatic title 

generation for scientific texts can be developed and used. 
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In this work, we propose an approach to improving the quality of title generation for scientific texts. The  

proposed approach uses training data filtering and generates new training examples. We consider the following steps: 

1) determining recall-oriented ROUGE-1 scores between titles and source texts from the training set. These scores 

show how many words from the title came from the text. Thus, we can conclude the content correspondence between 

the title and the source text; 2) ranking examples of the training sample by the recall-oriented scores; 3) filtering  

examples having scores less than the threshold value k (k ∈ [0; 1)); 4) training model for title generation on the filtered 

training sample; 5) enriching the filtered training sample to the original size with the pseudo examples generated from 

the trained model. These examples are generated only for examples removed in the previous step. 

The approach was tested on two English corpora of scientific texts (SciTLDR and arXiv). We used scientific  

abstracts as a source for text summarization. We evaluated the values of k in the range from 0,3 to 0,9 in increments 

of 0,1. In most cases, the results showed that the use of a training sample consisting of filtered and pseudo examples 

increases the performance of the title generation in comparison with the generation using the original training sample. 

In our experiments, the most preferred values of the threshold k were 0,7 and 0,8. Experiments were conducted using 

the BART-base model. 

Keywords: natural language processing; automatic text summarization; analysis of scientific texts; title genera-

tion; BART  
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Целью автоматического реферирования является создание (генерация) более краткой версии 

исходного текста [1]. Методы автоматического реферирования в целом подразделяются на извлека-

ющие (extractive) и генерирующие (abstractive). Первые строят реферат на основании алгоритмов от-

бора наиболее важных частей исходного текста [2–3], в то время как вторые обобщают содержание 

оригинального текста, создавая совершенно новый документ [4–5]. Ввиду сложности создания каче-

ственного текста на естественном языке при помощи компьютерных средств, извлекающие методы  

в настоящее время имеют более широкое практическое применение. Однако в последние годы наблю-

дается рост интереса к генерирующим методам, потенциально имеющим более широкий круг воз-

можностей и вариантов использования [6].  

Оценка качества алгоритмов автоматического реферирования выполняется с помощью специ-

ально разработанных метрик схожести текстов. Одной из распространенных метрик является 

ROUGE-N (Recall-Oriented Understudy for Gisting Evaluation), которая оценивает схожесть как долю 

пересекающихся n-грамм двух текстов [7]. Соответственно, ROUGE-1 измеряет соответствие уни-

грамм (отдельных слов или токенов), ROUGE-2 – биграмм (пар слов или токенов) и т.д. Другими 

распространенными метриками качества автоматического реферирования являются BERTScore [8], 

выражающая сходство текстов на основе их контекстуализированных представлений, BLEU [9], 

определяющая меру качества реферирования одновременно для нескольких размеров n-грамм и др. 

Лучшие результаты в области генерирующего автоматического реферирования в последние годы  

демонстрируют модели, основанные на применении нейросетевой архитектуры Transformer. В част-

ности, к ним относятся BART [10], Pegasus [11], T5 [12], BertSumAbs [13].  

Генерация заголовков является важной задачей автоматического реферирования. Автоматиче-

ская генерация заголовков позволяет сократить временные затраты на написание текстов и обеспечить 

создание заголовков, объективно отражающих содержание текста [14]. К настоящему моменту пред-

ложен ряд подходов к автоматическому созданию заголовков, эти работы выполнены в основном на 

материале новостных текстов [15–17]. Тем не менее исследование методологии генерации заголовков 

для других жанров также представляется актуальной задачей. В частности, инструменты генерации 

заголовков научных текстов, широко представленных в многочисленных электронных библиотеках, 

способны значительно ускорить систематизацию материалов научных электронных ресурсов. Кроме 

того, исследования подтвердили, что качество заголовка научного текста влияет на видимость работы 

научному сообществу и количество цитирований [18–19].  
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Заголовок не всегда точно отражает содержание текста. Так, в работе [20] отмечено, что но-

востные заголовки зачастую на соответствуют исходным текстам с точки зрения пересечения n-грамм. 

Это затрудняет применение алгоритмов машинного обучения, которым для создания качественной 

модели необходима репрезентативная обучающая выборка. Авторы предложили использовать 

нейросетевые модели, обученные для автоматического определения логической связи между текста-

ми (Natural Language Inference; NLI), чтобы очистить обучающую выборку от новостных заголовков, 

не являющихся логическими следствиями исходного текста, и тем самым повысить качество моделей 

автоматического реферирования. В отличие от заголовков текстов новостных порталов, заголовки 

научных статей являются более абстрактными и реже представляют собой пересказ содержания тек-

ста в рамках одного предложения [21–22]. Авторы работ [23–24] подчеркивают, что многие заголовки 

научных статей информируют о смысле научного текста, уведенном в подтекст, и понимаются ретро-

спективно, после прочтения текстов. Таким образом, применение моделей NLI для аналогичной опе-

рации над научными текстами видится менее перспективным. 

В данной работе предлагается подход к повышению качества генерации заголовков для научных 

текстов, основанный на преобразованиях обучающих данных. Автор оценивает качество заголовков 

из обучающей выборки с помощью показателей полноты (recall) метрики ROUGE-1, рассчитанной 

для текстов заголовков и аннотаций научных статей. Полученные результаты показывают, какая доля 

слов заголовка получена из текста аннотации, т.е. насколько заголовок соответствует ее содержанию. 

Заголовки, имеющие низкий уровень соответствия, могут быть отсеяны (отфильтрованы) при обуче-

нии модели генерации заголовка. Так, «шумные» данные исключаются из процесса обучения. Также 

автор экспериментирует с генерацией искусственных обучающих примеров для отсеянных текстов. 

Результаты сравниваются с результатами модели, обученной на полном корпусе текстов (без филь-

трации), и модели, обученной на заголовках, отобранных с помощью модели NLI. Эксперименты 

проведены на материале англоязычных корпусов с помощью модели BART для генерирующего ре-

ферирования текстов. 

 

1. Текстовые корпуса 

 

Исследование проводилось на материале двух текстовых корпусов, содержащих заголовки 

научных статей и их аннотации. Корпус SciTLDR [25] включает в себя фрагменты англоязычных 

научных статей компьютерной и информационной тематики, собранные на открытой платформе 

OpenReview.org. Корпус arXiv представляет собой фрагмент датасета arXiv1, размещенного на плат-

форме Kaggle. Он включает в себя фрагменты англоязычных препринтов, опубликованных в элек-

тронной библиотеке arXiv.org, относящиеся к следующим тематикам: статистика, биология, физика, 

экономика, компьютерные науки, математика. В качестве источника для генерации заголовков ис-

пользованы тексты аннотаций научных статей. Основные статистические характеристики корпусов 

представлены в табл. 1. 
Т а б л и ц а  1  

Характеристики текстовых корпусов 

Характеристика SciTLDR arXiv 

Общий объем (количество пар заголовок–аннотация) 3 229 20 000 

Объем обучающей выборки 1 992 16 000 

Объем валидационной выборки 619 2 000 

Объем тестовой выборки 618 2 000 

Средняя длина аннотации (в словах) 172,38 130,69 

Средняя длина заголовка (в словах) 8,74 10,14 

Количество уникальных слов (в аннотациях) 6 997 15 200 

Количество уникальных слов (в заголовках) 1 597 4 529 

Доля новых слов (*) 20,34 22,01 

                                                 
1 https://www.kaggle.com/Cornell-University/arxiv  
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Для расчета доли новых слов (*) использовалась следующая формула: 

 
\

_
t a

t

W W
New words

W
 , (1) 

где Wt и Wa – множества уникальных слов для заголовков и аннотаций соответственно. В (1)   обо-

значает мощность множества, знак \ обозначает разность множеств. 

 

2. Подход к преобразованию обучающей выборки 

 

Предлагаемый подход к фильтрации и генерации обучающих примеров состоит в применении 

следующих шагов. 

1. Определить значения показателей полноты метрики ROUGE-1, вычисленной для пар заго-

ловков и аннотаций из обучающей выборки D.  

Значение метрики ROUGE-1 относительно задачи автоматического реферирования характери-

зует степень сходства униграмм сгенерированного текста (в данном случае заголовка) и исходного 

текста (аннотации) и вычисляется по принципу нахождения F-меры: 

 
   

   

2 ROUGE-1 ROUGE-1
ROUGE-1 .

ROUGE-1 ROUGE-1

recall precision

recall precision

 



 (2) 

При этом значение показателей полноты (recall) метрики показывает, какая доля слов, присутствую-

щих в заголовке, присутствует в тексте аннотации. 

  
количество совпадающих униграмм для заголовка и текста

ROUGE-1 .
количество униграмм заголовка

recall   (3) 

Значение показателей точности (precision) метрики характеризует долю слов текста, присутствующих 

в заголовке. 

  
количество совпадающих униграмм для заголовка и текста

ROUGE-1 .
количество униграмм текста

precision   (4) 

2. Ранжировать примеры обучающей выборки в соответствии с попарными значениями 

ROUGE-1 (recall). 

3. Отсеять примеры, имеющие значения ROUGE-1 (recall), меньшие порогового коэффициента k, 

т.е. такие пары аннотаций и заголовков, в которых заголовок характеризуется наименьшим содержа-

нием слов, присутствующих в аннотации. Значение k находится в диапазоне [0; 1). 

4. Обучить модель на фильтрованной обучающей выборке Dfiltered. 

С помощью обученной модели сгенерировать новые заголовки для примеров, которые были 

отфильтрованы, получив выборку Dgenerated размера, соответствующего размеру выборки D. 

 

3. Эксперименты и результаты 

 

3.1. Модель 

 

В качестве модели генерации заголовков использовалась BART-base, вариация модели BART 

для автоматического реферирования, комбинирующей в себе энкодер BERT (Bidirectional Encoder 

Representations from Transformers) [26] и декодер GPT-2 [27]. Модель имеет следующие характери-

стики: количество слоев – 12 (6 слоев энкодера и 6 слоев декодера), размер скрытого слоя – 768, ко-

личество параметров – 139 млн, стратегия декодирования – лучевой поиск (количество шагов – 5), 

кросс-энтропийная функция потерь. 

В рамках экспериментов каждая модель была обучена (fine-tuned) на обучающей выборке в те-

чение 3 эпох с размером батча, равным 4, и максимальной длиной входной последовательности, рав-

ной 256 токенам. После каждой итерации обучения проводилась проверка модели на валидационной 
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выборке. Лучшая модель оценивалась на тестовой выборке. Для реализации использовались библио-

теки PyTorch [28] и Transformers [29]. 

 

3.2. Преобразования обучающей выборки 

 

На начальном этапе проведения экспериментов для текстов обучающих выборок обоих корпу-

сов были вычислены значения ROUGE-1 (recall) (п. 2, шаг 1). Как видно из данных, проиллюстриро-

ванных рис. 1, большая часть примеров в обучающих выборках обоих корпусов имеет значение  

метрики, большее либо равное 0,8 (более 64% примеров из корпуса SciTLDR и более 70% из arXiv). 

Превалирующей категорией при этом являются пары аннотаций и заголовков, для которых значение 

метрики равно или превышает 0,9 (40,4% и 47,7% соответственно). Это значит, что в большинстве 

случаев заголовок научного текста преимущественно состоит из слов, входящих в состав аннотации. 

Однако в случае обоих корпусов существует значительное количество примеров, значение ROUGE-1 

(recall) для которых не превышает 0,5 (4,7% для SciTLDR и 5,2% для arXiv). Примеры с низким зна-

чением метрики можно рассматривать как «шумные» и попытаться улучшить качество модели авто-

матического реферирования, исключив их из процесса обучения. 

 

 

Рис. 1. Распределение значений показателей полноты ROUGE-1 для примеров обучающей выборки. 

Fig. 1. Distribution of recall-oriented ROUGE-1 values for the training set 

 

После ранжирования примеров обучающей выборки в соответствии со значениями ROUGE-1 

(recall) (п. 2, шаг 2) для отсеивания обучающих примеров были выбраны значения  0,5;1k  с ша-

гом 0,1 (п. 2, шаг 3). Меньшие значения k не оценивались, поскольку для используемых корпусов ко-

личество примеров, отсеиваемых при k ≤ 0,4 достаточно мало (менее 3% от размера D). Размеры 

фильтрованной выборки Dfiltered для двух корпусов и различных значений k представлены в табл. 2. 

Т а б л и ц а  2  

Размеры фильтрованной выборки Dfiltered (в скобках указана доля от размера исходной выборки) 

k SciTLDR arXiv 

0,5 1 901 (95,4%) 15 164 (94,8%) 

0,6 1 808 (90,8%) 14 292 (89,3%) 

0,7 1 644 (82,5%) 13 267 (82,9%) 

0,8 1 284 (64,5%) 11 261 (70,4%) 

0,9 805 (40,4%) 7 636 (47,7%) 

 

Фильтрованная выборка Dfiltered использовалась для обучения модели генерации заголовков 

(п. 2, шаг 4). Далее с помощью обученной модели были сгенерированы искусственные заголовки для 

отсеянных примеров (п. 2, шаг 5). Была сформирована обучающая выборка Dgenerated, состоящая из 

примеров, входящих в выборку Dfiltered, и искусственных примеров.  
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3.4. Результаты 

 

В табл. 3 сравниваются результаты моделей, обученных на разных типах обучающих выборок: 

1) обучение на исходной выборке (D), базовая модель; 

2) обучение на фильтрованной обучающей выборке (Dfiltered) при различных значениях k; 

3) обучение на выборке, состоящей из отфильтрованных и искусственных примеров (Dgenerated) 

при различных значениях k. 

Полученные результаты сравнены с результатами моделей, обученных на выборках, фильтрован-

ных с помощью модели NLI. По аналогии с [20] в данной работе использовалась модель RoBERTa-

large-mnli [30] для определения логической связи между двумя текстами, обученная на корпусе  

MultiNLI [31]. Для формирования фильтрованной выборки DNLI-filtered были отсеяны примеры, в кото-

рых тексты заголовков не являются логически связанными с текстами аннотаций. Размер выборки 

DNLI-filtered составил 1 047 текстов для SciTLDR и 8 705 текстов для arXiv. Далее по аналогии с Dgenerated 

была сформирована выборка DNLI-generated, включающая в себя фильтрованные и искусственные приме-

ры. Сравнение качества генерации заголовков проводится с помощью четырех метрик: ROUGE-1, 

ROUGE-2, ROUGE-L (ROUGE-N, рассчитанная для наибольшей общей последовательности), 

BERTScore. Лучшие значения с точки зрения каждой метрики выделены полужирным шрифтом. 

Т а б л и ц а  3  

Результаты, % 

Корпус Обучающая выборка ROUGE-1 ROUGE-2 ROUGE-L BERTScore 

SciTLDR 

D 45,3 26,81 41,81 88,94 

 

Dfiltered (k = 0,5) 45,33 26,7 41,8 88,93 

Dfiltered (k = 0,6) 45,18 26,56 41,66 88,87 

Dfiltered (k = 0,7) 44,6 26,23 41,05 88,85 

Dfiltered (k = 0,8) 44,53 26,27 41,15 88,95 

Dfiltered (k = 0,9) 43,7 24,41 39,49 88,72 

DNLI-filtered 43,27 24,56 39,51 88,75 

 

Dgenerated (k = 0,5) 45,25 26,8 41,78 88,92 

Dgenerated (k = 0,6) 45,14 26,8 41,08 88,8 

Dgenerated (k = 0,7) 45,36 26,79 42,2 88,97 

Dgenerated (k = 0,8) 45,32 26,87 42,11 88,96 

Dgenerated (k = 0,9) 44,01 25,17 39,56 88,83 

DNLI-generated 44,05 25,44 40,87 88,77 
 

arXiv 

D 42,35 23,4 38,3 87,83 

 

Dfiltered (k = 0,5) 42,3 23,42 38,3 87,82 

Dfiltered (k = 0,6) 42,85 24,13 38,41 87,88 

Dfiltered (k = 0,7) 43,1 24,25 39,19 87,91 

Dfiltered (k = 0,8) 43,14 24,22 39,24 87,94 

Dfiltered (k = 0,9) 42,14 22,88 37,99 87,78 

DNLI-filtered  42,25 23,08 38,03 87,81 

 

Dgenerated (k = 0,5) 42,44 23,7 38,56 87,84 

Dgenerated (k = 0,6) 42,57 23,88 39 87,84 

Dgenerated (k = 0,7) 43,4 24,32 39,22 87,88 

Dgenerated (k = 0,8) 43,44 24,31 39,25 87,95 

Dgenerated (k = 0,9) 42,11 22,93 38,01 87,77 

DNLI-generated 42,3 22,9 38,03 87,79 

 

Обучение на выборке Dfiltered для корпуса arXiv показало улучшение результатов в сравнении  

с базовой моделью при значениях k от 0,6 до 0,8. В остальных случаях качество сопоставимо с каче-

ством базовой модели. Для SciTLDR качество постепенно снижается с уменьшением размера Dfiltered. 
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Обучение на выборке Dgenerated в большинстве случаев улучшило результаты на корпусе arXiv (лучшие 

результаты получены при k = 0,7 и k = 0,8). Для SciTLDR улучшение заметно также при k = 0,7 и 

k = 0,8. При этом при k = 0,9 качество всех моделей резко ухудшается. Модели, использующие филь-

трацию данных с помощью NLI, не демонстрируют улучшения качества в сравнении с базовой моделью. 

Это подтверждает гипотезу о неэффективности такого подхода для научных текстов. Выявленные раз-

личия в результатах на двух корпусах обусловлены, вероятно, меньшим размером корпуса SciTLDR.  

 

Заключение 

 

В работе предложен подход к повышению качества генерации заголовков для научных текстов, 

использующий фильтрацию обучающей выборки на основе оценки показателей полноты метрики 

ROUGE-1 и генерации искусственных примеров. Тестирование подхода на материале двух текстовых 

корпусов показало его результативность и позволило выявить наиболее предпочтительные значения 

порогового коэффициента. Полученные результаты могут быть применены в системах автоматиче-

ского реферирования и электронных научных библиотеках. Путями дальнейшего развития данного 

исследования являются, с одной стороны, автоматизация определения порогового коэффициента и,  

с другой стороны, тестирование предложенного подхода с помощью других моделей автоматическо-

го реферирования и на других корпусах (в том числе русскоязычных). 
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