
Recibido: 13/08/2011/   Aceptado: 10/11/2011/   ITECKNE Vol. 8   Número 2  •  ISSN 1692 - 1798  •  Diciembre  2011  •  204 - 215

Resumen—Los sistemas biomédicos de última gene-
ración registran en intervalos cortos de tiempo la diná-
mica fisiológica mediante grandes bases de datos. La 
interpretación adecuada de la información difícilmente 
puede hacerse por la experticia de un sólo médico, por 
lo tanto la toma de decisiones se basa sólo en algunas 
variables seleccionadas. La representación efectiva de 
variables fisiológicas mediante fuzzy rough set tipo 1 
puede ser aplicada para caracterizar y extraer la infor-
mación relevante de la dinámica fisiológica; sin embar-
go, estas técnicas poseen el problema de la compleji-
dad de sus algoritmos y alto costo computacional; por 
lo tanto, se requiere aplicar técnicas de fuzzy rough 
set tipo 2, asociadas a métodos axiomáticos a través 
de operadores de aproximación difusa baja y alta como 
conceptos primitivos para generar un sistema de reduc-
ción de dimensiones con tendencia a la disminución 
de costo computacional en aplicaciones de ingeniería 
biomédica. En este artículo se presenta la revisión del 
estado del arte sobre representación efectiva de diná-
micas fisiológicas mediante fuzzy rough set, con el fin 
de determinar la capacidad que poseen este tipo de téc-
nicas para ser incluidas en procedimientos automáticos 
de toma de decisiones que apoyen el concepto clínico 
de un especialista.

Palabras clave— Conjuntos Difusos/Aproximados, Di-
námica Fisiológica, Reducción de Dimensiones, Repre-
sentación Efectiva, Extracción/Selección de caracterís-
ticas.

Abstract— The latest generation of biomedical sys-
tems record at short time intervals the physiological 
dynamic in large databases. The correct interpretation 
of the information is difficult to obtain by the experti-
se of a single physician, so the decision is based only 
on some selected variables. Effective representation of 
physiological variables by fuzzy Rough Set type 1 can be 
applied to characterize and extract relevant information 
from physiological dynamics, however the disadvanta-
ges of these techniques are the complexity of their al-
gorithms and the high computational cost, therefore it 
is necessary to apply fuzzy rough set type 2 techniques 
, associated with axiomatic methods through low and 
high diffuse approximation operators as primitive con-
cepts for generating a dimension reduction system with 
a tendency to lower computational cost in biomedical 

engineering applications. This article reviews the state 
of the art of effective representation of physiological dy-
namics using fuzzy rough set, in order to determine the 
ability of these techniques to be included in automatic 
decision making procedures that support the clinical 
opinion of a specialist.

Keywords— Fuzzy/Rough Sets, Physiological Dynamics, 
Dimensionality Reduction, Intrinsic Representation, 
Feature Extraction/Selection.

I. INTRODUCCIÓN

Los prototipos de última generación en biomé-
dica permiten mostrar en línea una cantidad enor-
me de datos por paciente que describen o simu-
lan los múltiples procesos fisiológicos del cuerpo 
humano, con el propósito de ser una herramienta 
para el diagnóstico y tratamiento médico [1]. To-
dos estos procesos son fenómenos complejos, 
que se acompañan o manifiestan mediante seña-
les que reflejan su naturaleza y actividad, pueden 
ser de diversos tipos: desde señales bioquímicas, 
como hormonas y neurotransmisores, hasta re-
gistros de señales bioeléctricas, como electro-
encefalografía (EEG), fonocardiografía (FCG) o 
electrocardiografía (ECG), o mediciones biofísicas 
como presión arterial y temperatura, entre otros 
[2]. La caracterización de la dinámica fisiológica 
como señales normales o patológicas ha permiti-
do el diseño de sistemas expertos de diagnóstico 
que soportan la decisión médica, debido a que 
generalmente la decisión está basada sólo en la 
experticia del especialista [3]. Sin embargo, en la 
mayoría de los procesos de caracterización de la 
dinámica fisiológica se contemplan amplios con-
juntos de características que conllevan al empleo 
de grandes recursos computacionales, así como 
en los posteriores de procesamiento y clasifica-
ción de los datos [4].
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La universalidad de las bases de datos fisio-
lógicas de alta dimensión ha ayudado al desarro-
llo de importantes investigaciones en el análisis 
de características, para obtener conjuntos de 
variables de representación que aportan la in-
formación relevante y redundante del sistema en 
relación con la inferencia de estados fisiológicos 
funcionales [5]. En el aprendizaje estadístico, el 
espacio de representación característico es de-
finido como una dimensionalidad que contiene 
todos los posibles valores que pueda tomar el pa-
trón, representado por un vector aleatorio, el cual 
puede ser visto como un punto n-dimensional, 
con el objetivo de representar el conjunto total de 
señales de entrenamiento en un espacio donde 
alguna métrica minimice la distancia entre patro-
nes de una misma clase y maximice la distancia 
entre los de diferente clase [6]. En este contexto, 
la reducción de dimensiones busca encontrar la 
mejor representación de patrones de alta dimen-
sión, que permita obtener un conjunto alterno y 
compacto con la menor dimensión posible, opti-
mizando una función de evaluación específica en 
el espacio resultante y regida por una medida de 
relevancia (estadística, geométrica, informativa o 
discriminante) encargada de dirigir el contexto de 
representación [7]. En particular, la reducción de 
dimensiones puede obtenerse por diferentes téc-
nicas que generalmente se han agrupado en se-
lección y extracción de características [8]. En este 
sentido, la teoría de conjuntos difusos propuesta 
por Zadeh [9] en 1965 (FST), la cual es una exten-
sión de la noción de conjuntos clásica para mode-
lar la incertidumbre en términos de clasificación 
de membrecía, permite evaluar los subconjuntos 
usando una función, o métricas de evaluación, 
con el fin de seleccionar las más importantes de-
rivadas de las clases de decisión [10]. Un sistema 
básico difuso incluye elementos como fusificador, 
reglas, motor de inferencia y desfusificador. La 
teoría de conjuntos Rough (RST) propuesta por 
Pawlak [11], es un método de selección de carac-
terísticas nuevo donde se preserva la semántica 
de las funciones, lo cual permite analizar los he-
chos ocultos de los datos sin necesitar informa-
ción adicional, como umbrales o conocimiento de 
expertos, para obtener un subconjunto denomina-
do “reducto” con las características originales de 
mayor información. La aplicación de RST sólo se 
puede realizar sobre conjuntos de datos con valo-
res de tipo real, por lo tanto es necesario realizar 

una discretización previa de los datos, generando 
como resultado la pérdida de información [9]. La 
teoría de conjuntos rough, complementada con la 
teoría de conjuntos difusos, da lugar a un nuevo 
método de selección de características denomina-
do “Fuzzy Rough Set” (FRS) [12] en el que ambas 
teorías, a pesar de relacionarse, son diferentes. 
Esta técnica híbrida genera aproximaciones rough 
de conjuntos difusos por medio de relaciones de 
similaridad o particiones difusas. Adicionalmente, 
ofrece alto grado de flexibilidad, soluciones robus-
tas y herramientas avanzadas para la selección 
de características en el análisis de datos [13]. 
Actualmente, las investigaciones en el campo de 
FRS se han centrado en ambientes difusos tipo 
1, lo cual no permite modelar la incertidumbre de 
manera directa ya que se caracteriza por funcio-
nes de membrecía clásicas, donde se presentan 
dificultades en la modelación de incertidumbres 
comunes para la dinámica fisiológica por la falta 
de fronteras discriminantes en las clases y falta 
de información [14]. Los FRS tipo 2 introducen 
intervalos, parámetros y conjuntos difusos para 
describir la función de membrecía incierta del 
conjunto difuso tipo 1, mediante la adopción de 
conjuntos rough [15].

Este artículo presenta una revisión sobre es-
pacios de representación efectiva de la dinámica 
fisiológica logrados mediante fuzzy rough set con 
el fin de precisar la frontera del estado del arte 
de temas relacionados con el entrenamiento de 
procesos automáticos orientado a la reducción de 
dimensiones en sistemas de soporte de diagnós-
tico clínico automático.

II. ESPACIOS DE REPRESENTACIÓN 
CARACTERÍSTICA

Sobre la dinámica fisiológica se debe realizar 
un proceso de estimación de atributos, o caracte-
rísticas, que permitan la extracción de la informa-
ción intrínseca embebida en los estados funcio-
nales determinados por los cambios presentados 
en las señales que se usan para el diagnóstico de 
cada caso particular [7]. En algunas ocasiones, el 
espacio resultante está compuesto por un núme-
ro alto de dimensiones, lo cual se traduce en una 
representación fisiológica muy compleja, que a 
veces puede estar conectada con el sentido clíni-
co o simplemente puede ser tomada como un es-
pacio de representación abstracta (por ejemplo, 
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coeficientes wavelet, índices fractales, indicado-
res estadísticos, entre otros) [16]. 

A. Estimación de parámetros

Al proceso de atribución de una descripción 
paramétrica a un objeto se denomina estima-
ción de parámetros, este proceso es una parte 
importante del procesamiento o tratamiento de 
datos y se basa en la regularidad estadística de 
una gran cantidad de muestras [17]. El grado de 
confianza del intervalo indica la probabilidad de 
ocurrencia de los valores estimados en él. Así, en 
este método de estimación es necesario saber la 
regularidad de distribución de las muestras, de lo 
contrario, las hipótesis acerca de ellas y la evalua-
ción del grado de incertidumbre serán erróneas, 
reduciendo la confiabilidad del método [18].

B. Procesamiento de datos

1) Normalización
En muchas situaciones prácticas un diseño 

es confrontado con los valores que no expresan 
lo mismo en ciertos rangos dinámicos [19]. Así, 
las características con un gran número de valo-
res, pueden tener una gran influencia en el costo 
de su función de las características con valores 
pequeños, aunque esto no necesariamente es re-
flejado en el diseño del clasificador [20]. Un proce-
dimiento comúnmente usado es la normalización 
estadística, expresada en función  de la media y la 
desviación estándar [7].
2) Remoción de valores atípicos

Los datos atípicos, también conocidos como 
outliers, son las observaciones que parecen te-
ner un comportamiento distinto, o haber sido ge-
nerados de forma diferente [21]. Cuando existe 
más de un dato atípico en la muestra, es posible 
que se presenten efectos de enmascaramien-
to, en el cual dichas observaciones se ocultan 
entre sí [22]. Los datos atípicos pueden ser de-
tectados bajo dos diferentes perspectivas, bien 
sea de manera univariada o multivariada [23]. 
Calcular medidas robustas de decentralización 
y dispersión mediante el cálculo de la mediana 
o la mediana de las desviaciones absolutas con 
respecto a la mediana, lo cual es una medida ro-
busta de dispersión, permite detectar de forma 
univariada la presencia de datos atípicos [7]. Adi-
cionalmente, existen diferentes formas de com-
probar la homogeneidad de la muestra, la cual 

refleja si los datos se separan mucho, o por el 
contrario se concentran alrededor de la media, 
mediante el análisis del coeficiente de kurtosis. 
Este coeficiente permite medir la relación entre 
la variabilidad de las desviaciones y la desviación 
media. La detección de datos atípicos de forma 
multivariada se realiza mediante una técnica de 
maximizar y minimizar el coeficiente de kurtosis 
de los datos proyectados [21] y [24].
3) Verificación de la normalidad

Muchas de las técnicas de análisis multivaria-
do están basadas en modelos paramétricos, por 
lo tanto, existen claras restricciones en cuanto 
al tipo de distribución a la que dichas variables 
deben aproximarse [25]. Por otra parte, es tam-
bién importante asegurar la homogeneidad de la 
muestra, mediante el análisis de la posible pre-
sencia de valores atípicos debidos a errores de 
medida u otras causas de heterogeneidad [26]. 
Es necesario realizar la verificación de la norma-
lidad de los datos mediante el juicio sobre la es-
tructura Gaussiana de los datos, a partir del aná-
lisis de los histogramas y de la respectiva prueba 
de hipótesis [27]. La división de valores que to-
man las variables aleatorias en rangos de alguna 
vecindad genera diferentes clases de represen-
tación, de las cuales la más conocida correspon-
de al diagrama del número de observaciones en 
función de la localización de cada rango de la 
variable aleatoria, conocida como histograma. 
Sin embargo, la cantidad de intervalos de agru-
pación dependen del volumen de la muestra [7]. 
4) Distribución intraclases

Si la prueba de verificación de la distribución 
da como resultado el rechazo de la hipótesis de 
normalidad, entonces se deben tomar medidas 
para transformar la observación de tal manera 
que pueda cumplirse la aceptación de la hipótesis 
sobre la normalidad de los datos intraclase [28]. 
En este sentido el análisis de los histogramas 
puede ayudar a sugerir alguna forma de acomo-
dación de los datos. Inicialmente se puede partir 
de un conjunto de posibles transformaciones [29]. 
En tareas asociadas al proceso de bioseñales, es 
común el empleo de la distribución logarítmica 
normal. Después de realizar la transformación, 
se debe realizar de nuevo la prueba de verifica-
ción, se toma aquella transformación que permita 
aceptar la hipótesis de normalidad intraclase, o 
bien, aquella que más se aproxime [7].
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III. REDUCCIÓN DE DIMENSIONES.

Con el objetivo de reducir dimensiones y así 
evitar el incremento exponencial del número de 
muestras fisiológicas necesarias para el entre-
namiento de un sistema automático inteligente, 
es requerida la etapa de extracción/selección de 
características para obtener el espacio de repre-
sentación característica [30]. Por lo tanto, es im-
portante tener presente el concepto de “maldición 
de la dimensionalidad” [7] en el cual se describe 
el problema que enfrentan los métodos de apren-
dizaje, donde aumentar el número de caracterís-
ticas conlleva a un incremento exponencial en el 
número de objetos de entrenamiento, es decir, 
a medida que aumenta la dimensionalidad, las 
características del conjunto de datos de entrada 
tienden a ser demasiado dispersos para entrenar 
los algoritmos de aprendizaje de forma eficiente 
y se requieren muchas más muestras de entre-
namiento [31]. Es por esto que las técnicas de 
reducción de dimensiones permiten transformar 
conjuntos de datos de grandes dimensiones en 
conjuntos de dimensiones más pequeñas, para 
mejorar el procesamiento de datos y revelar la es-
tructura oculta que ayudan en la comprensión y vi-
sualización de la dinámica física o fisiológica [32]. 

En los últimos años ha crecido el interés en 
las investigaciones relacionadas con reducción 
de dimensiones para encontrar un método que 
permita disminuir el número de variables de re-
presentación usando la información contenida 
dentro del conjunto original de los datos y que 
preserve el significado de las características rele-
vantes. La técnica RST puede ser usada como una 
herramienta para descubrir la dependencia de los 
datos y minimizar el número de características 
contenidas en el conjunto de datos sin utilizar in-
formación adicional, pero requiere de una discreti-
zación de los datos antes de aplicar el método, ya 
que el método no diferencia datos de valor discre-
to de los de valor real [33]. Como resultado se han 
propuesto extensiones al método RST basados en 
relaciones de similaridad y tolerancia. La técnica 
FRS (Fuzzy Rough Set) fue propuesta como una 
extensión del método RST donde se encapsulan 
los conceptos de vaguedad mediante conjuntos 
difusos y duplicados, tomando conjuntos rough 
relacionados pero de diferente valor (discreto o 
real), los cuales se producen como consecuencia 
de la incertidumbre en el conocimiento [31]. 

1) Extracción de características
En la extracción de características todas las 

variables son utilizadas y los datos se transfor-
man de un espacio de dimensión alta a uno de 
dimensión baja, conservando la mayor parte de 
información deseada y optimizando la dirección 
del mapeo [8]. Esta transformación puede ser una 
combinación de las variables originales de forma 
lineal o no lineal, supervisado o no supervisado 
[34] .La extracción de características permite me-
jorar el ancho de banda de los datos de entrada 
para un mejor desempeño en el clasificador al 
proporcionar un conjunto de características rele-
vantes con mínima redundancia [35].

La literatura de extracción de características 
reporta dos grupos de técnicas: lineales y no li-
neales, siendo las primeras más comunes y ade-
cuados en la reducción de datos de estructura 
lineal [36] y [32], como Análisis de Componentes 
Principales (PCA) [37] y Escalamiento Multidimen-
sional (MDS) [38] mientras las segundas como 
Embebimiento Lineal Local (LLE) [39] e Isomap 
(Mapeo Isométrico de Caracter) [40] preservan 
las medidas de distancia cuando se mapean los 
datos a un espacio de dimensión reducida. Sin 
embargo, estos métodos tienden a destruir la se-
mántica fundamental de las características des-
pués de la reducción, como pasa en los métodos 
basados en transformaciones, y en otros casos re-
quieren información adicional acerca del conjunto 
de datos dado para la umbralización, como pasa 
en los métodos basados en entropía [41].

De acuerdo con lo expuesto en la Fig. 1, las 
técnicas lineales comúnmente usadas para ex-
tracción de características son [42]: Análisis de 
Componentes Principales (PCA) [43], Análisis Dis-
criminante Lineal (LDA) [44], Análisis de Compo-
nentes independientes (ICA) [45].

FIG. 1.  DIAGRAMA EN BLOQUES: ExTRACCIÓN DE CARCTERÍSTICAS

Fuente: Autor del proyecto
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PCA y LDA son los métodos más utilizados 
para extracción de características en la mayoría 
de aplicaciones de reconocimiento de patrones, 
sin perder la información de varianza en los da-
tos de entrada [46]. Originalmente LDA fue de-
sarrollado para aprendizaje supervisado, y para 
una mayor eficacia en la separabilidad de clases, 
especialmente para encontrar la función óptima 
discriminante lineal en problemas de clasifica-
ción, mientras PCA determinada la información 
relevante para la representación de clases me-
diante una base ortogonal, lo cual es adecuado 
para análisis de datos gausianos, sin embargo, 
cuando se presentan distribuciones de datos 
no gausianas, el método es deficiente. En con-
clusión, la aplicación de LDA es limitado cuando 
el número de muestras por clase es pequeño, 
mientras en PCA se limita cuando el conjunto 
de entrenamiento presenta un gran número de 
muestras [47]. 

A diferencia de LDA y PCA, ICA puede ser con-
siderado como una generalización del estándar 
PCA, el cual se caracteriza por la independencia 
estadística sobre los componentes extraídos y 
no tiene restricción de ortogonalidad. ICA ha sido 
de gran aplicación para la separación de fuentes 
estadísticamente independientes y la extracción 
de características en el análisis de datos de tipo 
no gausianos [48]. ICA es también una técnica 
de reducción de características redundantes que 
asegura que la información mutua entre los ca-
nales de salida filtrada es cero [49]. ICA y PCA 
siguen siendo modelos lineales, lo que los hace 
inadecuados para describir datos de distribución 
compleja y no lineal. Por este motivo, otras téc-
nicas son propuestas en la literatura cuando la 
naturaleza de los datos es compleja y son afec-
tados por operadores no lineales. Kernel ICA es 
una técnica que contiene un mapeo de núcleo 
no lineal apto para características que describen 
procesos no lineales. Kernel ICA no es la “Kerne-
lización” de un algoritmo ICA existente, sino un 
método nuevo sobre medidas de dependencia 
basadas en Kernel [50]. Este método ha sido am-
pliamente aplicado en procesamiento de imáge-
nes para descubrir los vectores fundamentales 
de la formación ellas, y son usados como mode-
los temporales para extracción de características 
de imágenes de prueba, las cuales son comple-
tamente diferentes de las de formación [51]. Otro 

método muy popular reportado en la literatura 
para el reconocimiento facial es denominado 
Fisherface, el cual usa inicialmente PCA para re-
ducir la dimensión del espacio de características 
original para N-c (donde N es el número de mues-
tras totales de entrenamiento y c es el número 
de clases) y luego aplica LDA para reducir la di-
mensión a d (d	≤ c). En el proceso de transforma-
ción, la componente de proyección más pequeña 
c-1 es descartada, lo que puede implicar pérdida 
de información discriminante y la etapa basada 
en PCA no puede garantizar la transformación de 
la información intraclase, puesto que la matriz 
de dispersión podría ser no singular [52]. Un mé-
todo más sistemático propuesto es RDA (Análisis 
Discriminante Regularizado), el cual trata de ob-
tener estimaciones más confiables mediante la 
corrección de la distorsión de los valores propios, 
usando un método de regularización tipo riesgo 
[53]. PDA (Análisis Discriminante Penalizado) es 
otra versión regularizada de LDA, cuyo objetivo 
es, además de superar el problema del tamaño 
de muestras pequeñas, suavizar los coeficientes 
de vectores discriminantes que mejoren la inter-
pretación [54].

PCA, LDA, RDA y PDA, clasificados como méto-
dos de una dimensión, no son aptos para escalo-
namiento en aplicaciones con altas dimensiones, 
debido a las largas matrices de covarianza con 
un número relativamente pequeño de muestras 
de entrenamiento, que dificultan una evaluación 
más precisa de la matriz [55]. Como una solución 
a este problema se propone el método de Análi-
sis de Componentes Principales de 2 Dimensio-
nes 2DPCA, basado en matrices bidimensionales 
en lugar de vectores de una dimensión [56]. A 
diferencia de PCA, 2DPCA posee una matriz de 
covarianzas mucho más pequeña, además de la 
rapidez para calcular los vectores propios deriva-
dos de dicha matriz para la caracterización de los 
datos [57]. Partiendo de los resultados exitosos 
de la aplicación de 2DPCA, se propuso 2DLDA 
como un Análisis Discriminante Lineal basado en 
vectores y en matrices, que permiten evaluar la 
matriz de covarianzas con precisión y reducir el 
costo computacional. Sin embargo, 2DLDA asu-
me el mismo nivel de tipicidad de cada muestra 
para la correspondiente clase [58]. Actualmente 
se propone el nuevo método F2DLDA (2DLDA Di-
fuso), basado en los criterios discriminantes 2D 
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fisherface y la teoría de conjuntos difusos, para 
calcular el grado de membrecía de la matriz utili-
zando el algoritmo FKNN (k-vecino más cercano 
difuso) que produce el correspondiente grado de 
pertenencia a una clase [59].
2) Selección de características

La selección de características es usada para 
identificar y remover las variables que no contri-
buyen al proceso de clasificación (información 
redundante e irrelevante) [60]. Este proceso es 
descrito en [61] como la obtención de un subcon-
junto de características estimado mediante una 
función de evaluación, que se compara constan-
temente con el anterior hasta obtener el mejor de 
ellos por medio del criterio de parada. Mediante 
la validación se verifica la calidad que satisface 
las condiciones del proceso.

Como se describe en la Fig. 2, la selección de 
características se compone de diferentes familias 
de técnicas que pueden agruparse en tres méto-
dos de acuerdo con el procedimiento de genera-
ción de subconjuntos y a la función de evaluación 
[62]: completos, que examinan todas las posibles 
combinaciones de N características (2N combina-
ciones), los cuales son muy costosos computacio-
nalmente pero el éxito de estas técnicas es que 
aseguran el hallazgo del subconjunto óptimo, a di-
ferencia de los heurísticos que hacen una evalua-
ción parcial (N2 combinaciones), pero mejoran la 
velocidad de procesamiento ya que el espacio de 
búsqueda es menor, y los aleatorios  que realizan 
una búsqueda a partir de todo el espacio posible 
(2N combinaciones), con la diferencia de que usa 
una regla aleatoria de acuerdo a unas condiciones 
iniciales, las cuales podrían encontrar el subcon-
junto requerido sin procesar todo el espacio de 
posibilidades, pero el éxito depende fuertemente 
de las condiciones iniciales. Los resultados de los 
últimos dos métodos no aseguran la obtención 
del mejor subconjunto de características, pero sí 
del más adecuado según los requerimientos esta-
blecidos [61]. De acuerdo con la función de eva-
luación se conocen 3 grupos: embebidos, filtros y 
wrapper. Los métodos embebidos hacen parte in-
tegral de un predictor específico o dependen de la 
función de evaluación como lo hacen los árboles 
de decisión (DT) [63], redes neuronales (NN) [64] 
y mapas auto-organizativos (SOM) [65]. Los filtros 
[62] son completamente independientes a la fun-
ción del clasificador, pero requieren de medidas 

de evaluación para determinar el mejor subcon-
junto (e.g., distancia, información, dependencia, 
consistencia, entre otros), mientras los wrapper 
[66] para su proceso de selección utilizan como 
medida la tasa de error del clasificador, incluyen-
do el costo computacional debido a la estrategia 
de clasificación usada. En estos tres métodos se 
obtienen generalmente mejores resultados que 
en los basados en la generación de subconjuntos, 
pero el costo computacional sigue siendo repre-
sentativo [67].

FIG. 2.  DIAGRAMA EN BLOQUES: SELECCIÓN DE CARACTERÍSTICAS

Fuente: Autor del proyecto

En general, la literatura reporta diferentes téc-
nicas de selección de características que incluyen 
algoritmos de búsqueda óptima como Branch and 
Bound y de Búsqueda Exhaustiva [68], sin embar-
go, son limitados al número de características, ya 
que el costo computacional aumenta de forma ex-
ponencial al número de variables. Las estrategias 
de búsqueda secuencial como SFS (Sequential 
Forward Selection) y SBS (Sequential Backward-
Selection) logran el mejor subconjunto de caracte-
rísticas de acuerdo con un numero características 
preestablecido pero no permiten la reselección de 
ellas [69]. El algoritmo “Plus-L-Minus-R” [70] apli-
ca una búsqueda secuencial más compleja para 
dar solución a este problema pero se limita por 
la dificultad de seleccionar los valores adecuados 
de L y R. A partir de SFS y SBS se evoluciona a 
las técnicas SFFS (Sequential Forward Floating 
Selection) y SBFS (Sequential Backward Floating 
Selection) que permiten la reselección de carac-
terísticas incluidas o removidas, mejoran el costo 
computacional de una forma aceptable [8]. Otras 
técnicas robustas han sido investigadas recien-
temente como Algoritmos Genéticos (GAs) [71], 
Neuro-fuzzy [72], Relief [73], Markov Blanquet [74], 
basados en condicionales de dependencia, inde-
pendencia y relevancia, pero son algoritmos que 
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aún no han sido muy desarrollados y presentan 
un rendimiento muy bajo según datos de la vida 
real [75].

VI. FUZZy ROUGh SET SOBRE ESPACIOS DE 
REPRESENTACIÓN

La teoría de conjuntos difusos fue propuesta 
por Zadeh en 1965 [76], como un método para 
modelar la incertidumbre en términos de clasifi-
cación de membresía, el cual fue nombrado como 
lógica difusa tipo 1 [77]. Un sistema difuso consta 
de una interfaz de fusificación para transformar 
los datos convencionales ingresados por el opera-
dor en conjuntos difusos tipo 1, luego un sistema 
de inferencia usa los conjuntos difusos además 
de la base del conocimiento para hacer inferen-
cias por medio de un método de razonamiento, y 
finalmente, una interface de desfusificación tra-
duce la información difusa a la información con-
vencional [78]. La función de membresía tipo 1 es 
totalmente bivaluada [79], y sus formas conven-
cionales pueden ser triangular, trapezoidal, gau-
siana, entre otras, además no permiten caracteri-
zar incertidumbres lingüísticas, es decir, modelar 
directamente clases de incertidumbre con base 
en reglas como el lenguaje natural de diferentes 
significados o medidas tomadas en entornos rui-
dosos [80], como es el caso del entorno derivado 
de la dinámica fisiológica. Si para una función de 
membresía tipo 1 como la de la Fig. 3, se fusifica 
nuevamente, entonces se obtiene una función de 
membresía tipo 2, en este caso toma valores dife-
rentes que no son ponderados de la misma fun-
ción de membresía tipo 1, por lo tanto, se puede 
asignar una distribución de la amplitud en todos 
los puntos [78].

FIG. 3.  FUNCIÒN DE MEMBRESIA TIPO 2.

Fuente: Hanbook of Granular Computing [78]

Los sistemas difusos tipo 2, como se descri-
be en la Fig. 4, reducen al mínimo los efectos de 
la incertidumbre [81], son muy útiles en circuns-
tancias donde es difícil determinar una función 
de membresía exacta y presentan incertidumbre 

en la medición. Los tipo 1 son utilizados reciente-
mente en la industria para aplicaciones de control 
[82]. La evolución hacia los sistemas difusos tipo 
2 ha tomado más tiempo de lo esperado debido al 
costo computacional que requieren los algoritmos 
en ambientes de tiempo real [83]. La literatura re-
ciente ha concluido que los sistemas difusos tipo 
1 son basados en lógica convencional (numérica, 
alfanumérica y binaria), mientras los tipo 2 se ba-
san en lógica difusa, que proporcionan un mejor 
modelo para la incertidumbre inherente al proble-
ma y robustez [84].

FIG. 4.  SISTEMA DIFUSO TIPO 2.

Fuente: Autor del proyecto

La teoría de conjuntos rough (RST por sus siglas 
en inglés), inicialmente propuesta por Pawlak en 
1982, es un método matemático para el tratamien-
to de la incertidumbre, vaguedad e imprecisión en 
el análisis de datos. Su éxito fundamentalmente se 
debe a la exploración de patrones ocultos embebi-
dos en la base de datos sin demandar información 
adicional como umbrales o conocimiento de exper-
tos. Dado un conjunto de datos con valores de atri-
butos discretizados (entendiéndose como discretiza-
dos a la traducción de valores reales a nominales 
o simbólicos), la RST permite encontrar un subcon-
junto dentro de los atributos originales que aportan 
la mayor información. Sin embargo, presentan limi-
taciones en el manejo de características ubicadas 
en la escala de los reales [85]. Convertir a difuso los 
valores reales y crear un nuevo conjunto de datos 
con valores simbólicos antes de aplicar RST como 
método para reducir dimensiones ha sido una solu-
ción a dicha limitación, pero presenta considerables 
pérdidas de información [86].

En los últimos años, las investigaciones en FRS 
(Fuzzy Rough Set) se han centrado principalmen-
te sobre todas las derivaciones que pueden surgir 
sobre conjuntos difusos. En [87] se propone un 
método que integra un algoritmo de inducción de 
reglas difusas denominado Quick Reduct, donde 
mediante técnicas FRS le realiza la selección de 
características mediante la función de dependen-
cia. Sin embargo, el algoritmo no es convergente 
en muchas bases de datos reales debido a su po-
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bre criterio de finalización y el crecimiento expo-
nencial de la complejidad computacional [88]. En 
[89], Tsang et al., establecen las bases sólidas de 
la matemática para la reducción de características 
FRS. Adicionalmente, se propone un algoritmo ba-
sado en la matriz de discernibilidad para calcular 
todos los posibles subconjuntos de características 
relevantes, pero la validación es muy restringida y 
no se reportan resultados sobre bases de datos 
reales, como son las bases de datos de funciona-
miento fisiológico. En [90], Maji et al., proponen 
un método basado en FRS usando el concepto 
de f-información en espacios de aproximaciones 
difusas, encontrando las características no redun-
dantes y relevantes de conjuntos de datos en la 
escala de los reales. En [85] Wu et al., proponen 
el concepto de conjuntos fuzzy rough generaliza-
do a entornos fuzzy tipo 2 para la reducción de 
características. Adicionalmente, desarrollaron el 
algoritmo “IT2 fuzzy-rough QuickReduct”, el cual 
utiliza la función de dependencia para seleccio-
nar las características que se pueden agregar al 
candidato de reducción actual. El algoritmo termi-
na cuando la adición de cualquier característica 
restante no aumenta el grado de dependencia del 
fuzzy rough tipo 2. La demostración fue lograda 
mediante un ejemplo de un sistema de informa-
ción donde la reducción de características gene-
ra diferentes resultados cuando se compara con 
fuzzy rough set convencional, donde el grado de 
dependencia disminuye para fuzzy rough tipo 2 
por el uso de reglas condicionales sobre el amplio 
conjunto de características.

V. CONCLUSIONES

La dinámica fisiológica representada median-
te señales biomédicas (e.g. ECG, FCG, EEG, EMG, 
entre otros) son de alta complejidad y al momento 
de caracterizar su dinámica se requiere de espa-
cios de representación de alta dimensión, lo que 
implica el uso de grandes recursos computacio-
nales para su procesamiento, almacenamiento y 
transmisión. Aunque los sistemas modernos de 
cómputo, debido a su alto rendimiento, permiten 
analizar cantidades grandes de datos en espacios 
de dimensiones altas, cuando el número de carac-
terísticas se incrementa, resultan inconvenientes 
que requieren ser tratados para asegurar el buen 
rendimiento del sistema automático. El aumento 
en el número de dimensiones del espacio de ca-

racterísticas es originado, entre otras cosas, por 
las exigencias de calidad y precisión en la repre-
sentación de los estados funcionales, teniendo 
en cuenta que la complejidad crece exponencial-
mente a medida que se adicionan dimensiones; 
de acuerdo con esto, el problema se relaciona 
con el aumento significativo del tiempo de eje-
cución de los algoritmos y el exagerado costo en 
los estudios. En este sentido, reducir el número 
de dimensiones del espacio de representación, 
a través de un método basado en la extracción 
y selección de características, que contenga in-
formación de expertos mediante la inclusión de 
conjuntos difusos para distinguir aquellas va-
riables que ofrezcan mayor capacidad discrimi-
nante, sin afectar negativamente la precisión de 
clasificación, puede llegar a reducir hasta en un 
amplio porcentaje los costos de procesamiento y 
en general costos económicos a sectores hospi-
talarios o de ámbito industrial que usan este tipo 
de aplicaciones.

Las teorías de conjuntos rough y conjuntos 
fuzzy han demostrado tener un buen funciona-
miento cuando se crea un híbrido entre ellas, 
de forma que se aprovechan las bondades inhe-
rentes de ambas técnicas, surgiendo el método 
Fuzzy Rough Set (FRS). Esta nueva técnica pro-
porciona medios de reducción de dimensiones 
para valores simbólicos y reales utilizando me-
didas de similaridad. Los conjuntos fuzzy rough 
reúnen los conceptos relacionados pero distin-
tos de imprecisión e indistinguibilidad debidas al 
ruido provocado por la incertidumbre natural del 
conocimiento. 

En este artículo se presentó una revisión del 
estado del arte basado en el estudio de la hibri-
dación de los métodos fuzzy set y rough set para 
la selección de características con el objetivo de 
modelar la vaguedad y duplicidad como resulta-
do de la incertidumbre en el conocimiento de la 
dinámica fisiológica. Aunque los algoritmos de 
reducción de dimensiones basados en técnicas 
fuzzy rough set tipo 2 poseen el problema de 
ser altamente costosos desde el punto de vis-
ta computacional y son difícilmente traducibles 
a un lenguaje nominal o simbólico, se puede 
obtener mediante técnicas de fuzzy rough sets 
tipo 2, asociadas a métodos axiomáticos a tra-
vés de operadores de aproximación fuzzy baja y 
alta como conceptos primitivos, para generar un 
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sistema de reducción de dimensiones con ten-
dencia a la disminución de costo computacional 
para aplicaciones en ingeniería biomédica.
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