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EVALUACION COMPARATIVA DE TRESM ETODOSDE CLASIFICACION APLICADOS
AL PROBLEMA DE LA LOCALIZACION DE FALLASDE CORTOCIRCUITOEN
SISTEMASDE DISTRIBUCION DE ENERGIA ELECTRICA

Compar ative evaluation of three classification techniques applied to fault location problem in power

distribution systems

RESUMEN

En este articulo se analiza y compara €l desempefio de las Méaguinas de
Soporte Vectoria (SVM), € Algoritmo de Aprendizgje para Andlisis de
Datos Multivariable (LAMDA) y las Mezclas Finitas (MF), técnicas del
campo de la computacion suave, aplicadas a problema de lalocalizacién de
fallas en sistemas de distribucion.

Metodol6gicamente, € sistema de distribucion es subdividido en varias
zonas, y mediante la aplicacion de cada una de las técnicas propuestas, se
identifica la zona en falla. Como resultado, se obtienen los indices de
precision para cada técnica, alcanzando valores superiores a 90% en €l caso
delasSVM.

PALABRAS CLAVES: Locdizacion de falas, Sistemas de distribucion,
Maquinas de Soporte Vectorial, Algoritmo de Aprendizaje para Andlisis de
Datos Multivariable, Mezclas Finitas.

ABSTRACT

In this paper, the performance of Support Vector Machines (SVM), Learning
Algorithm for Multivariable Data Analysis (LAMDA), and Finite Mixtures
(MF), three classification techniques from the soft computing field tested
and compared in an application on power distribution systems. In this case
the proposed techniques are used to solve the fault location problem.

The power distribution system is then subdivided in several zones and by
applying each technique one of these is identified as the faulted zone. As
results, values of the precision indexes higher than 90% are obtained in case
of the application of SVM.

KEYWORDS: Fault location, power distribution systems, classification
techniques, Support Vector Machines (SVM), Learning Algorithm for
Multivariable Data Analysis (LAMDA), Finite Mixtures (FM).
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distribucién son costosos en términos econémicos, y

En los dltimos afios, € estudio de la cdidad vy
continuidad del suministro de energia eléctrica hatomado
gran auge. En este marco, € problema de la localizacion
de fallas se posiciona como uno de los méas importantes,
dado que las interrupciones significan pérdidas de dinero
basicamente por dos razones. a) El tiempo de no
operacion o suspension de la produccion del cliente, y b)
Las multas impuestas a las empresas de energia eléctrica
por incumplimiento alas regulaciones establecidas [1].

Lo anterior incrementa la importancia que tiene e hecho
de localizar de manera confiable y répida €l lugar donde
ha ocurrido la falla. Esto permite establecer estrategias
gue solucionen o mitiguen su impacto en la calidad y
continuidad del servicio, para cumplir con las normas
especificadas por las comisiones de regulacién [2],[3].

Los métodos mas eficaces hasta ahora existentes para
localizacion de falas de cortocircuito en sistemas de

Fecha de Recepcion: 16 Mayo de2007
Fecha de Aceptacion: 18 Julio de 2007

ademas tienen falencias como la estimacién de mdltiples
sitios de falla y la necesidad de un buen modelo del
sistemade distribucion [4], [5], [6].

En este documento se propone una metodologia
econdmica en términos de la inversion y de facil
implementacion que evalla tres métodos de aprendizaje
gue tienen enfoques distintos, las Maquinas de Soporte
Vectorial (SVM) [7], € Algoritmo de Aprendizaje para
Datos Multivariables (LAMDA) [8] y las Mezclas Finitas
(MF) [9]. Las SVM trabajan con teoria de generalizacion
y técnicas de optimizacién, LAMDA es una metodologia
de base radial, que utiliza el concepto de clases prototipo.
Cada conjunto de descriptores de faltas se compara con el
prototipo a partir de la medicion de la distancia, para
determinar su clase. Finalmente, MF es una herramienta
con enfoque estadistico. Los tres métodos tienen en su
fase de aprendizae una estrategia de entrenamiento
supervisado, que permite evaluarlos en igualdad de
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condiciones. La comparacion se realiza con € fin de
tener un criterio de seleccién de la herramienta
clasificadora que mejor se comporta ante el problema de
localizacion de fallas en sistemas de distribucién.

Como contenido de este articulo, en la seccidn dos se
presentan los fundamentos bésicos de cada una de las
técnicas de aprendizaje utilizadas. En la seccién tres se
muestra la manera de adquirir los datos necesarios para
entrenar una herramienta clasificadora a partir de
registros de tension y de corriente, tomados cuando €l
sistema de distribucién se encuentra en estado de prefalla
y fala. En la seccién cuatro se presenta de forma
detallada la metodologia a seguir para la localizacion de
la zona de fadla En la seccién cinco se muestran
resultados comparativos de las pruebas de las SVM,
LAMDA vy las MF para la localizacién de fallas en un
sistema prototipo. Finamente en la seccion seis se
presentan las conclusiones més importantes de la
investigacion.

2. FUNDAMENTOS BASICOS DE LOS

METODOS DE APRENDIZAJE

Los métodos de aprendizaje, propios del campo de la
inteligencia artificial, han servido como modelos de cgja
negra para resolver muchos problemas de aplicacion
préctica[2]. En esta seccion se presentan brevemente los
aspectos fundamentales de cada uno de los métodos
usados para la localizacion de falas en sistemas de
distribucién de energia eléctrica.

2.1 M é&quinas de Soporte Vectorial

Los clasificadores de soporte vectoria estan basados en
hiperplanos que separan los datos de entrenamiento en
dos subgrupos que poseen cada uno una etiqueta propia.
En medio de todos los posibles planos de separacién
entre las dos clases, existe un Unico hiperplano de
separacion éptimo (OSH), de forma que la distancia entre
el hiperplano 6ptimo y € patron de entrenamiento méas
cercano sea méaxima, con la intencién de forzar la
generalizacion de la maquina de aprendizaje, como se
muestraen laFigural[7] [10].
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Figura 1. Hiperplanos que separan correctamente los datos. El
OSH de la derecha tiene un mayor margen de separacion entre
clases, por lo tanto se espera una mejor generalizacion.

S existen datos erréneos, ruido o alto solapamiento de
clases en los datos de entrenamiento, puede afectar el
hiperplano clasificador Optimo. Por esta razén se cambia
un poco la perspectiva y se busca el mejor hiperplano
clasificador que pueda tolerar ruido en los datos de
entrenamiento introduciendo una variable de relajacion.

La generalizacion de la SVM a funciones de decision no
lineales consiste en mapear € espacio de entrada sobre
un espacio de representacion de dimension alta a través
de una funcién no lineal elegida a priori [10]. Por medio
de una funcion se trazan los datos de entrada a algin
espacio de mayor dimension.

Para resolver el problema de mas de dos clases, se
construye una funcion clasificadora globa a partir de un
conjunto de funciones biclasificadoras. Existen técnicas
de descomposicién y reconstruccion que permiten a las
SVM  hiclasificadoras mangar problemas de
multiclasificacién con mayor simplicidad y/o menor
tiempo de respuesta que una SVM generdizada para
multiclasificacion [10]. Los resultados aqui presentados
son obtenidos con el método de descomposicion uno
contra uno (1-v-1), por sus excelentes resultados,
robustez y menor exigencia computaciona [2].

e T

Figura2. LaSVM no lineal mapea el espacio de entrada en otro
de representacion de dimension atay luego construye un OSH
sobre este Ultimo, cuya representacion en el espacio de entrada
es una funcién de separacion no lineal.

2.2. Algoritmo de aprendizaje para analisis de
datos multivariable

El méodo LAMDA (Learning Algorithm for
Multivariate Data Analysis), o Algoritmo de aprendizaje
para € andlisis de datos multivariables, es una estrategia
de clasificacién desarrollada por N. Piera [11] basada en
una idea origina de J. Aguilar [8]. La formacién y €
reconocimiento de clases en este método estan basados
en la atribuciéon de un objeto a una clase a partir de la
norma heuristica llamada adecuacion maxima.

El método LAMDA representa un sistema de clases o de
conceptos mediante la conexion logica de toda la
informacién marginal disponible. De esta manera la
adecuacién global de un objeto a una clase se calcula a
partir de la adecuacion marginal de cada atributo, y segin
una regla heuristica de adecuacién maxima, € objeto
pertenecera a la clase que presente € mayor grado de
adecuacion [12].

LAMDA es una metodologia de clasificacion conceptual,
debido a que los objetos no clasificados son confrontados
a un prototipo o concepto formado por cada una de las
clases existentes. El carécter difuso de los prototipos
modela laimprecision en laformacion de conceptos.

La diversidad de problemas abordados con LAMDA es
muy amplia e incluye e reconocimiento de formas [8],
las aplicaciones médicas y e diagndstico de procesos
industriales [12], entre otros. Esta flexibilidad radica en
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varias propiedades del método como la posibilidad de
realizar un aprendizaje supervisado y no supervisado; la
utilizacién de atributos cualitativos y/o cuantitativos; y la
posibilidad de realizar un aprendizaje secuencia [2].

Una propiedad importante que diferencia a LAMDA
consiste en la capacidad de modelar la indistinguibilidad
total o la homogeneidad en el universo de descripcién,
mediante una clase denominada clase no informativa
(NIC), que acepta todos los objetos contenidos en €
universo de descripcion con € mismo grado de
adecuacion. Segln el principio de adecuacién méaxima,
esta clase representa un limite minimo de asignacién de
un objeto a una clase. Asi, a diferencia de la mayoria de
los algoritmos de clasificacion, € limite minimo de
aceptacion de un objeto a una clase no se fija a priori,
Sino que se determina por € propio contexto [12].

2.3. M ezclas finitas

Es una técnica de modelado estadistico con la cual se
obtiene una estimacion de la funcién densidad de
probabilidad de los datos en una muestra aleatoria, la cua
se representa como una suma ponderada finita de las
componentes de densidad multivariables [9]. Los datos
multivariables son frecuentemente heterogéneos, y €
objetivo del andlisis de este tipo de informacién es
determinar la homogeneidad de la muestra y observar la
existencia de grupos tal como se muestraen laFigura 2.

Figura 3. Representacion de datos multivariables.

En general, si una poblacién donde se ha definido una
variable aleatoria x, puede subdividirse en G grupos mas
homogéneos asociados a la proporcién de elementos y
una funcion de densidad, entonces lafuncién densidad en
toda la poblacion estd dada por la mezcla de densidades.
Lamuestraparael andlisis serepresentaen laFigura 3.
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Figura 4. Representacion del andlisis de la muestra

Finalmente, en la ecuacion (1) se muestra la expresion
gue representa la Funcion Distribucién de Probabilidad
(FDP) de la muestra, considerando e vector de
pardmetros correspondiente a la funcién de densidad de

cada grupo. La correcta estimacion de los parametros se
convierte en un paso muy importante, debido a que
involucra la representacion de la informacion almacenada
en lamuestra, tal como se presenta en (1).

fMF(;): iplf,(;ﬁ,) 1)

Donde, G es el nimero de grupos, p €l coeficiente de
mezclado, x los datos de la muestra, /'esla FDP del grupo
y 0 los parametros de la FDP.

3. CARACTERIZACION DEL SISTEMA DE
DISTRIBUCION EN FALLA

La metodologia de caracterizacién propuesta utiliza los
valores eficaces de tension y corriente de fase y de linea
durante la falla, para obtener seis valores eficaces de
tension y seis valores eficaces de corriente.

3.1. Definicion de descriptor

Un descriptor es una caracteristica tomada de una sefial
(en este caso sefidles de tensién y corriente), y que se
caracteriza por su aporte de informacién sobre algin
evento. Los descriptores proporcionan toda la
informacion necesaria para el gjuste de los métodos de
clasificacion utilizados para la localizacion de fallas en
sistemas de distribucién de energia eléctrica. En esta
investigacion se busca caracterizar una determinada zona
de falla, con descriptores obtenidos de las medidas
tomadas Unicamente en un terminal de linea, que en este
caso corresponde a las subestaciones de distribucion.

La caracterizacion de huecos de tension causados por la
fala de cortocircuito en € sistema de distribucién, a
partir de los valores eficaces, se describe en [2] y [13].
Por gemplo, a partir del hueco de tension se adquiere su
profundidad o variacién en la tensién denotada como
(dV), definida como se muestraen laFigura 5.
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Figura. 5. Hueco de tension

Es importante determinar €l estado estable de la fala, ya
que la parte transitoria de la sefia varia con respecto al
angulo de incidencia de la falla. Por ello los descriptores
se deben obtener en la parte estable del hueco de tensién.

Los descriptores de las sefides de corriente se obtienen
de manera andoga a los de tension, mencionados
anteriormente.

3.2. Descriptores propuestos

Debido a que dos fallas ubicadas en dos lugares distintos
dentro del sistema de distribucién y vistas desde la
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subestacion pueden producir huecos similares en las fases
falladas, se concluye que la informacion de las fases
falladas no es suficiente para determinar la ubicacién del
evento. El comportamiento de las fases no falladas
muestra que a partir de las tensiones de fase y de linea se
obtiene una marcada diferencia entre fallas localizadas en

sitios diferentes del sistema de distribucidén. A manera de
gjemplo de la situacion propuestay para €l circuito de la
figura 6, se muestra en la figura 7 el comportamiento de
las tensiones eficaces ante una falla monofasica en la fase
A, ubicada en dos lugares distintos (Nodo 2 y 12 que

Figura 6. Circuito tipico de un sistema d:a distribucién de 2% kV implementado en ATP Draw
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b) Valor eficaz de latension de linea
Figura 7: Tensiones de fase (@), y de linea (b), en fdla
monofésica de la fase A, en € nodo 2 y en el nodo 12 del
sistemadelaFigura6

Debido aque € hueco de tension solo brindainformacién

de la magnitud de la sefial, y con € fin de obtener la
mayor informacién posible a partir de este descriptor, se

utilizan las tensiones de linea y de fase. Del andlisis de
los tres valores eficaces de las tensiones de fase y de
linea, se puede determinar lainformacion de magnitudes,
angulos y acoples mutuos entre las fases.

L os descriptores definidos corresponden a las variaciones
en los valores eficaces de latension de fase (dV), y dela
tensién de linea (dVL), para un total de 6 descriptores de
tensién. De manera andloga los descriptores de corriente
delinea (dIL), se calculan como laresta de las sefiales de
cada una de las fases (dI). Estos Ultimos descriptores
asociados a la corriente de linea no tienen sentido fisico,
ya que debido que e generador esta en estrella, las
corrientes de lineay de fase, son iguales.

4. METODOLOGIA DE LOCALIZACION DE
FALLAS

4.1. Zonificacion delared

Se define como zona a la regiéon donde se desea
discriminar la ubicacion de la fala. El criterio de
zonificacion depende del conocimiento de la topologia,
protecciones, longitudes de las redes, tipo de usuarios del
sistema, entre otros.

Se recomienda utilizar una zona por cada circuito ramal,
debido a que una de las mayores faencias de los
algoritmos de distancia ya existentes es la mditiple
estimacion [2], [4].

4.2, Registro de datos defalla

Los datos de falla son necesarios para la creacién de una
base de datos que contenga las sefiaes (tres tensiones y
corrientes de fase en el tiempo), vistas en la subestacion
cuando ha ocurrido una fala en e sistema de
distribucién. Estos datos se pueden obtener del historial
de fallas existente en la subestacion o con la simulacion
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del sistema bajo falla con algin software especializado
como el Alternative Transients Program ATP [14].

4.3. Adquisicion de descriptores

Para la adquisicién de descriptores se obtiene € valor
eficaz de las tensiones y corrientes de fase y de linea, a
partir del filtrado a las sefides, para obtener la
fundamental. Estos descriptores se agrupan y etiquetan
dependiendo de la zona alacual pertenece lafala

Adicionalmente, se debe realizar un escalamiento simple
alos descriptores (entre [-1,1] 0 [0,1]). Este paso es muy
importante para evitar dificultades numéricas durante los
célculos que hacen los procesos més lentos.

Los descriptores se deben dividir en dos grupos, uno se
utilizara en la etapa de entrenamiento y € otro grupo se
utilizara para probar la capacidad de aprendizaje del
método de clasificacion ya entrenado. Tanto en la etapa
de entrenamiento como de prueba, se utilizan todas las
barras, pero en la seleccion del conjunto de
entrenamiento se utilizan 5 de las 21 resistencias de fala
linealmente distribuidas en €l rango de andlisis.

4.4, Entrenamiento de los métodos

El entrenamiento de cada uno de los métodos propuestos
en este articulo (SVM, MF y LAMDA), consiste en
presentar una serie de datos (entradas y salidas), para que
e método “aprenda’ a partir de ejemplos. Como
entradas se tienen |os conjuntos de descriptores obtenidos
de las sefidles de tension y de corriente, y como salidas se
tiene lazonaen la cual ocurri6 lafalla.

Los datos de entrenamiento son diferentes a los datos de
prueba y corresponden aproximadamente al 25% de los
datos totales de falas. Para informacién més detallada
acerca de la etapa de entrenamiento ver [2], [13].

45, Prueba

Con €l fin de obtener la precision del modelo, se rediza
una prueba final con datos que no fueron utilizados en €
entrenamiento, y que para este caso corresponden a 75%
del total de los datos. A partir de la prueba se obtiene un
indice de precision dado por la ecuacion (2).

Datos clasificados correctamente

% Precision = x100% )
Total de datos

5. PRUEBASY RESULTADOS

Como circuito de prueba, se utiliza e modelo de un
sistema real de Saskpower and Ligth de Saskatoon,
Canadd, que es un sistema de distribucién de 25 kV
utilizado en [2] y [5] para pruebas del método de
localizacion defallasy se presentaen laFigura 6.

5.1 Zonificacion del circuito

El circuito se divide en zonas, para ubicar lalocalizacién
de falla mas probable. Basicamente se busca discriminar
el ramal donde se encuentra la falla. Considerando este
criterio, las zonas que se definen para locdizar las fallas
en esta prueba son: Zona 1(barras 1, 2, 3, 4, 5, 6, 13),

Zona 2 (barras 8, 9, 10, 11, 12), Zona 3 (barras 15, 16,
18, 19, 20), Zona 4 (barras 22, 23, 24, 25).

La simulacion del circuito se redliza usando ATP para
diferentes tipos de falla (monofasicas a tierra, bifésicas,
bifésicas atierra, y trifasicas), en todas las barras posibles
del circuito de la figura 6 y con 21 resistencias de fala
gue varian entre 0,05 y 40 ohms.

El desempefio de las herramientas clasificadoras, se mide
a partir de sus aciertos definidos como se muestra en la
ecuacion (2) sobre los datos de prueba. Los datos de
prueba no se utilizan en |la etapa de entrenamiento y por
tanto este porcentgje es una medida del comportamiento
de los métodos ante datos desconocidos.

5.2. Estructurasde los clasificador es entr enados

En este articulo se analizan los resultados de dos tipos de
clasificadores, uno para todas las falas y otro sdlo para
fallas monofésicas (Este se hace por ser e tipo de falla
méas comun en sistemas de distribucion, cerca a 90%
[13]). La cantidad de datos de entrenamiento y prueba
utilizados se muestran en la Tabla 1.

Tipode Entrenamiento Prueba
localizador Registros % Registros %
Todas lasfallas 225 23.81 720 76.19

Monofésicas 705 23.81 2256 76.19

Tabla 1. Distribucion de datos de entrenamiento y prueba

Para |la prueba se utiliza mas del 75% del total de datos
(se entrenan todos los clasificadores con menos del 25 %,
la cantidad restante del total de datos), como se presenta
en la Tabla 1. La gran cantidad de datos de prueba en
relacion a los datos de entrenamiento aumenta la
confiabilidad de los porcentges de exactitud
proporcionados en |a etapa de prueba.

5.3. Andlisisderesultados

En las Tablas 2 y 3 se muestran los resultados con
diferentes conjuntos de descriptores, para € andlisis del
clasificador de todos los tipos de falas y para el
clasificador monofésico, respectivamente.

indice de precision [%]

Combinacion de descriptores
SVM LAMDA MF

av 91,62 66,84 62,41
dvL 92,20 66,93 62,41

dl 99,47 67,77 64,98

diL 98,80 73,54 63,12
dv_dvL 92,02 66,93 62,41
dv_dl 100,00 68,22 62,06
dv_diL 100,00 71,50 62,01
dvL_dl 100,00 68,22 61,97
dvL_dIL 99,51 73,40 61,66
di_diL 100,00 74,16 64,45
dv_dvL_dl 100,00 68,48 61,70
dv_dvL_dIL 100,00 72,74 61,66

av_di_diL 100,00 68,79 62,37
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dvL_di_diL 100,00 70,08 62,19
dv_dvL_di_diL 100,00 68,88 62,06

Tabla 2. Resultados de precisién de los métodos de aprendizaje
en arquitectura que considera todos los tipos de fallas.

o ) indice de precision [%]
Combinacion de descriptores

SVM LAMDA MF

av 95,97 62,36 5333

avL 95,69 64,86 5347

dl 97,78 60,83 61,94

diL 96,11 65,28 61,94
av_dvL 100,00 63,75 57,92
dv_di 100,00 61,81 74,86
dv_diL 100,00 64,44 75,00
dvL_di 100,00 63,33 72,64
dvL_diL 98,33 65,14 72,22
di_diL 100,00 64,17 71,81
dv_dvL_dl 100,00 63,06 83,19
dv_dvL_diL 100,00 64,72 85,42
dv_di_diL 100,00 63,19 84,72
dvL_dl_diL 100,00 64,58 83,06
dv_avL_di_diL 100,00 64,17 85,28

Tabla 3. Resultados de precision de los métodos de aprendizaje
en arquitectura que considera la falla monofasica.

Se aprecia a partir de la comparacién de los resultados

obtenidos, que tanto para el caso monofasico como € que

consideratodas |as fallas, la precision de los tres métodos

es superior a 53%.

Para € caso de LAMDA, los resultados son muy
similares, tanto en el caso del clasificador monofésico,
como € que considera todas las falas. En el caso del
MF, se aprecia que para el caso monofésico hay un
notable incremento en la precision en la medida que se
aumenta la cantidad de informacién disponible o el
nimero de descriptores, tal como se muestraen latabla 3.
La metodologia basada en MF alcanza resultados
promedio de precision del 83%, para € caso de un
conjunto de entrada de tres y cuatro descriptores.
Finalmente, para el caso més satisfactorio corresponde a
las SVM, los resultados de precision en el caso de la
arquitectura monofésica, como aquella disefiada para
cualquier tipo de falla son superiores a 90% y muchos de
ellosigualesa 100%.

6. CONCLUSIONES

En este articulo se presenta la metodologia y los
resultados de aplicacion de tres métodos de aprendizgje y
clasificacién, al problema de localizacion de fallas en
sistemas de distribucion de energia el éctrica.

Los métodos basados en técnicas de aprendizaje y
clasificacién, son modelos de caja negra que se adaptan
perfectamente al problema de locdizacion de fallas.
Como entrada tienen descriptores o caracteristicas

tomadas de las sefides de tensién y corriente registradas
en la subestacion de distribucién. Como sdlidas, los
meétodos de aprendizaje propuestos muestran la zona mas
probable en lacua ocurrié lafalla.

Como resultado se aprecia que e método basado en
Maquinas de Soporte Vectoriad — SVM, es el que meor
se comporta ante las dos arquitecturas propuestas y para
los diferentes conjuntos de descriptores de entrada, con
resultados promedio mayores a 90% en €l indice de
precision. Estos resultados se obtuvieron en €l circuito
utilizado como prototipo de prueba.
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