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In der vorliegenden Arbeit wird bei personenbezogenen Sub-
stantiven und Pronomen die Sprachform verwendet, die laut
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GLOSSAR

CNN Bei Convolutional Neural Networks handelt es sich um ein Konzept für neuronale
Netze, welche häufig für Bild- und Audiodatenverarbeitung verwendet werden. 17

fps Bilder pro Sekunde (frames per second) gibt an wie viele Bilder in einer Sekunde zu
sehen sind, erzeugt oder berechnet werden. 11

GAN Bei Generative Adversarial Networks handelt es sich um ein Konzept für neuronale
Netze, welche zum unüberwachten Lernen genutzt werden, dieses besteht aus 2
neuronalen Netzwerken. Einem Generator der Daten erzeugt und einen Diskrimi-
nator, der diese klassifiziert. 17

GPE Eine Gestürzte–Personen–Erkennung ist ein Modul, welches erfassen soll, ob sich
in einer ihm präsentierten Szene eine gestürzte Person befindet. 2

RANSAC ist die Abkürzung für Random Sample Consensus. Dabei handelt es sich um
einen Resampling–Algorithmus zur Schätzung eines Modells innerhalb einer Reihe
von Messwerten mit Ausreißern. 13

RGB–D Ein RGB–Tiefenbild (RGB–Depth image) ist ein Bild in welchem jeder Pixelwert
die Entfernung dieses Bildpunktes von der Kamera repräsentiert. 8

RoNisCo Ein Assistenzrobotersystem, welches Pflegekräfte bei ihrer Nachtschicht un-
terstützen soll. 1

WL Ein Weaklearner ist ein Bestandteil eines Adaboost–Algorithmus. Dabei handelt es
sich um einen Klassifikator, der für die Aufgabe schlecht performt. Im Adaboost–
Algorithmus werden mehrere Weaklearner kombiniert und ihre Ergebnisse gewich-
tet zu einem zusammengefasst. Die Performance des Adaboost ist besser als die
der einzelnen Weaklearner. 11

iv



ABBILDUNGSVERZEICHNIS

1.1 Grundriss eines Stockwerks in der Pflegeeinrichtung, dargestellt als Karte,
die durch den Roboter gelernt wurde . . . . . . . . . . . . . . . . . . . . . . 2

1.2 Roboter „Anna Constantia“ – eine mobile Plattform vom Typ Scitos G5,
hergestellt von MetraLabs . . . . . . . . . . . . . . . . . . . . . . . . . . . . 3

3.1 Kontext der Background Subtraction in der gesamten GPE . . . . . . . . . 5

4.1 Vollständiger Ablauf der Klassifikation . . . . . . . . . . . . . . . . . . . . . 9
4.2 Ablauf der Vorverarbeitung . . . . . . . . . . . . . . . . . . . . . . . . . . . 10
4.3 a) RGB–D–Bild mit Person, b) RGB–D–Bild ohne Person, c) RGB–D–

Daten der Person, d) RGB-Bild . . . . . . . . . . . . . . . . . . . . . . . . . 10
4.4 Suchen der neuen Hauptachse von [Wengefeld et al., 2016] . . . . . . . . . 11
4.5 Voxel und Klassifikation von [Antonello et al., 2017] . . . . . . . . . . . . . . 13
4.6 Konzept eines Basic CNN von [Braham & Van Droogenbroeck, 2016] . . . 18
4.7 Architektur Triplet Convolutional Neural Network von [Ang Lim & Yalim Ke-

les, 2018] . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 19
4.8 Konzept eines Structured CNN von [K. Lim et al., 2017] . . . . . . . . . . . 22
4.9 Skizze Implementation der Backgroundsubtraction . . . . . . . . . . . . . . 25
4.10 Beispiel für die Kincet Limits . . . . . . . . . . . . . . . . . . . . . . . . . . . 27
4.11 Skizze Koordinatensysteme von Roboter und Kamera . . . . . . . . . . . . 27
4.12 Beispiel für das Höhenlimit . . . . . . . . . . . . . . . . . . . . . . . . . . . 28
4.13 Skizze Hessesche Normalform . . . . . . . . . . . . . . . . . . . . . . . . . 29
4.14 Skizze Reduzierung der Punkte . . . . . . . . . . . . . . . . . . . . . . . . . 29
4.15 Beispiel für den RANSAC . . . . . . . . . . . . . . . . . . . . . . . . . . . . 30
4.16 Beispiel für den Filter . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 31

5.1 Laufzeiten der einzelnen Schritte . . . . . . . . . . . . . . . . . . . . . . . . 33
5.2 RGB Bild des Szenarios, in dem die Szenen erstellt wurden . . . . . . . . . 36
5.3 Vergleich mit idealem Ergebnis Szene 1 . . . . . . . . . . . . . . . . . . . . 36
5.4 Vergleich mit idealem Ergebnis Szene 2 . . . . . . . . . . . . . . . . . . . . 37
5.5 Vergleich mit idealem Ergebnis Szene 3 . . . . . . . . . . . . . . . . . . . . 37
5.6 Vergleich mit bisherigem Ergebnis Szene 1 . . . . . . . . . . . . . . . . . . 38
5.7 Vergleich mit bisherigem Ergebnis Szene 2 . . . . . . . . . . . . . . . . . . 38
5.8 Vergleich mit bisherigem Ergebnis Szene 3 . . . . . . . . . . . . . . . . . . 38
5.9 Beispiel nicht gutes Ergebnis . . . . . . . . . . . . . . . . . . . . . . . . . . 40

v



A.1 Anfälligkeit des Kameramoduls für bestimmte Oberflächeneigenschaften . . 46
A.2 Anfälligkeit des Kameramoduls für starke Beleuchtung . . . . . . . . . . . . 46

vi



TABELLENVERZEICHNIS

5.1 Tabelle mit Laufzeitgrenzwerten . . . . . . . . . . . . . . . . . . . . . . . . . 34

A.1 Klassische Ansätze . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 47
A.2 Deep–Learning Ansätze . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 48

vii



1 EINLEITUNG

Aktuell sind in Deutschland über 3,4 Millionen Menschen auf Pflege angewiesen. Mehr
als 800 000 davon werden stationär in Pflegeeinrichtungen betreut.1 Gleichzeitig wird in
der Nachrichtenlandschaft2 und in der politischen Debatte wiederholt über einen Pflege-
notstand, also die Überarbeitung des Personals aufgrund eines hohen Arbeitspensums
gesprochen.
Parallel dazu schreitet die Digitalisierung in der Gesellschaft weiter voran. Maschinen,
Computer und Roboter werden an vielen Stellen eingesetzt, um Menschen bei ihrer Ar-
beit zu unterstützen und diese zu erleichtern. So ergibt sich ab einem gewissen Punkt die
Frage, ob man auch Assistenzsysteme in der Pflege einsetzen kann. Ein Projekt, welches
sich mit dieser Frage befasst, ist das Robotic Nightshift Companion (RoNisCo) Projekt,
welches von [Lischke et al., 2017] beschrieben wird.
Dieses Projekt ist Teil der Forschung der Arbeitsgruppe für Künstliche Intelligenz und Ko-
gnitive Robotik der HTW–Dresden um Prof. Dr.-Ing. habil. Hans-Joachim Böhme. Dabei
werden in Kooperation mit einer lokalen Pflegeeinrichtung Anwendungsmöglichkeiten für
Roboter–Assistenzsysteme untersucht, wie dies von [Bahrmann et al., 2020] beschrie-
ben wird. Eine dieser Anwendungsmöglichkeiten ist der bereits erwähnte Nachtwächter.
Dieser soll das Pflegepersonal während der Nachtschicht unterstützen, in welcher sich
der Personalmangel besonders dadurch zeigt, das teilweise weniger Pflegekräfte als
Stockwerke vorhanden sind. Zusätzlich dazu ist es durch den Grundriss des Gebäudes,
welcher in Abbildung 1.1 zu sehen ist, nicht möglich, ein Stockwerk von einem Punkt
aus komplett im Blick zu haben. Des Weiteren umfassen die Aufgaben von Pflegekräften
nicht nur das Betreuen und Versorgen der Bewohner beziehungsweise Patienten in den
entsprechenden Einrichtungen, sondern, wie man in [OAK, 2016] unter dem Punkt Be-
rufsbild der Pflegefachkraft nachlesen kann, auch das Anfertigen von Dokumentationen
zu ihrer Arbeit. Gleichzeitig können sie auch nicht auf den Fluren unterwegs sein, wäh-
rend sie sich um einen konkreten Bewohner kümmern. Zu dieser Situation kommt der
Faktor, dass in dieser konkreten Einrichtung, ähnlich wie in vielen weiteren Pflegeeinrich-
tungen in Deutschland3 auch, viele Bewohner mit verschiedenen Formen von Demenz
leben. Symptome dieser Krankheit können eine Orientierungslosigkeit in Zeit und Ort
sein, welche beispielsweise dazu führen kann, dass sie Nachts einkaufen gehen wollen
und die Einrichtung verlassen. Dies ist in mehrerlei Hinsicht gefährlich für diese Perso-
nen. Falls sie auf den Fluren oder im Treppenhaus stürzen, könnten diese Stürze viel zu

1Seite 5; Pflegestatistik et al., 2018.
2Eubel und Heine, 2013; Stalinski, 2017.
3Schäufele et al., 2013.
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Abbildung 1.1: Grundriss eines Stockwerks in der Pflegeeinrichtung, dargestellt als Kar-
te, die durch den Roboter gelernt wurde

spät bemerkt werden. Andererseits bestehen auch Gefahren für sie, wenn es ihnen ge-
lingt, die Einrichtung zu verlassen. Deshalb sollten beide Szenarien vermieden werden.
Dazu bieten sich wie in [Brose, 2018] dargestellt zwei grundlegende technische Umset-
zungen an. Zum einen ein statisches Kamerasystem und zum anderen ein Assistenz-
roboter, wie er in Abbildung 1.2 gezeigt wird. Wie aus den bisherigen Ausführungen er-
sichtlich ist, wurde sich für das Assistenzrobotersystem entschieden. Dieses kann die
Flure selbstständig überwachen, auf denen aktuell kein Personal sein kann und dieses
im Notfall informieren. Dabei bietet es den Vorteil, dass der Roboter eine kritische Si-
tuation zusätzlich aus verschiedenen Perspektiven betrachten kann, falls eine zu hohe
Unsicherheit besteht. Zusätzlich dazu kann er die Bewohner auch ansprechen und diese
somit beruhigen oder zumindest ablenken, bis das Personal vor Ort ist. Dieser Vorteil
wird von [Brose, 2018] genauer ausgeführt und behandelt.
Um diese Aufgaben erfüllen zu können, muss das Assistenzsystem einige Fähigkeiten
besitzen. Zu diesen gehören sich selbst im Gebäude orientieren, mit dem Pflegeper-
sonal und den Bewohnern kommunizieren und Personen zu erkennen. Letzteres lässt
sich in zwei Teile unterteilen. Der eine Teil ist das Erkennen von Personen in natürli-
chen Köperhaltungen, wie laufend, sitzend und stehend. Während der andere Teil zum
Ziel hat, gestürzte Personen erkennen. Dabei besteht die Schwierigkeit darin, dass diese
mitunter sehr unnatürliche Körperhaltungen einnehmen, beziehungsweise für klassische
Personenerkennungen wichtige Körperteile verdeckt sind. Dies würde die Zuverlässig-
keit des Systems an einem sehr kritischen Punkt reduzieren, da gerade diese Perso-
nen schnellstmöglich Hilfe benötigen. Aus diesem Grund existiert neben der Persone-
nerkennung für Menschen mit natürlicheren Körperhaltungen eine Gestürzte–Personen–
Erkennung (GPE).
Dafür existiert schon ein prototypischer Algorithmus. Allerdings benötigt er eine Vorverar-
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Abbildung 1.2: Roboter „Anna Constantia“ – eine mobile Plattform vom Typ Scitos G5,
hergestellt von MetraLabs

beitung in Form einer Background Subtraction der Sensordaten, die das Kamera–Modul
des Roboters liefert, damit er mit diesen effizient arbeiten kann. Außerdem muss sich
diese auch für die durch die Hardware und das Szenario gesetzten Rahmenbedingungen
eignen. Die Umsetzung dieser Vorverarbeitung und deren Einbindung in den Prototypen
soll das Objekt dieser Arbeit sein.
Dafür wird im weiteren Verlauf der Arbeit auch noch einmal ausführlicher auf den Klassi-
fikator, die limitierenden Faktoren und den aktuellen technischen Stand im Bereich Back-
ground Subtraction eingegangen.
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2 ZIELSTELLUNG

In dieser Arbeit soll im Rahmen des Roboter–Nachtwächter–Projektes und der in diesem
lokalisierten GPE eine Background Subtraction für den Einsatz am Roboter entwickelt
werden.
Dazu soll zuerst ein Überblick über den aktuellen technischem Stand in diesem Bereich
geschaffen werden. Zudem müssen die Rahmenbedingungen, die durch das Projekt, die
Hardware und den Klassifikator gegeben sind, beleuchtet und bedacht werden.
Im Anschluss daran erfolgt eine praktische Umsetzung eines Algorithmus als Ergebnis
der Recherche. Ziel dabei ist ein Modul, welches aus den Sensordaten des Roboters
die für den Klassifikator relevanten Daten extrahiert. Diese Daten müssen dann an den
Klassifikator in einer für ihn nutzbaren Form weitergeleitet werden.
Das Zusammenspiel der beiden Komponenten muss im Anschluss getestet werden.
Im Verlauf der Arbeit erfolgt eine Einordnung in den Gesamtkontext des Projektes allge-
mein und den Klassifikator speziell.
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3 LÖSUNGSWEG

Zur Lösung des Problems der Vorverarbeitung der Daten für die GPE ist es zuerst not-
wendig, die Rahmenbedingungen genauer zu umreißen. Dafür wird das Roboter–Nacht-
wächter–Projekt und sein Szenario ausführlicher erläutert. Im Anschluss daran soll die
Auswahl des Algorithmus für den Klassifikator genauer erläutert werden. Dabei wird auf
die Abhängigkeit von einer Background Subtraction als Vorverarbeitung besonders ein-
gegangen. Darauf folgend wird der aktuelle Stand der Technik in dem Bereich betrachtet.
Dazu werden klassische Algorithmen und Deep–Learning–Algorithmen unterschieden.
Im Anschluss daran muss aus diesen Methoden eine, welche sich für das Szenario eig-
net, ausgewählt und umgesetzt werden. Diese soll an der entsprechenden Stelle, welche
in Abbildung 3.1 aus dem Kontext der GPE entnommen werden kann, im Klassifikations-
prozess integriert werden.

Abbildung 3.1: Kontext der Background Subtraction in der gesamten GPE
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4 HAUPTTEIL

In diesem Teil geht es um die Umsetzung des Lösungsweges zur Erreichung des Ziels.
Dafür muss das Projekt in Abschnitt 4.1 zuerst in den Kontext des RoNisCo–Projektes
eingeordnet werden. Im Anschluss daran wird die GPE mit ihrem Klassifikator themati-
siert. Darauffolgend werden im Abschnitt 4.3 die Rahmenbedingungen, die sich aus dem
Projekt und der GPE ergeben, definiert. Dem schließt sich eine Literaturrecherche zum
Thema Background Subtraction an, wobei zwischen klassischen Ansätzen und Ansätzen
mit Deep–Learning unterschieden wird. Die Entscheidung, welcher Ansatz umgesetzt
werden soll, erfolgt im Anschluss, gefolgt von der Umsetzung in Abschnitt 4.6.

4.1 EINORDNUNG IN DAS NACHTWÄCHTER–PROJEKT

Bei dem Nachtwächter–Projekt handelt es sich um einen Teil eines Forschungsprojektes,
welches die Praktikabilität von Roboterassistenzsystemen bei der Anwendung in Pflege-
einrichtungen ergründen möchte und daraus einen Prototyp entwickeln will. Dabei soll
untersucht werden, wie die Unterstützung der Pflegekräfte durch das System aussehen
und funktionieren kann. Anwendungsbereiche könnten Unterstützung bei Therapien oder
der Unterhaltung der Bewohner sein. Besonders bietet sich auch die Nachtschicht an.
In jenem Szenario ist das Nachtwächter–Projekt, wie es von [Lischke et al., 2017] und
[Brose, 2018] beschrieben und auch als RoNisCo bezeichnet wird, angesiedelt. Der be-
reits in Kapitel 1 erwähnte Personalmangel ist in der Nachtschicht besonders bemerk-
bar. In der konkreten Einrichtung, mit welcher im Projekt kooperiert wird, führt das dazu,
dass weniger Pflegekräfte als Stockwerke mit Bewohnern vor Ort sind. Gleichzeitig lebt
in Pflegeeinrichtungen in Deutschland ein sehr großer Anteil an Patienten mit Formen
von Demenzerkrankungen, wie in der in [Schäufele et al., 2013] durchgeführten Unter-
suchung festgestellt wurde. Ein Symptom von Demenzerkrankungen kann eine Orien-
tierungslosigkeit in Raum und Zeit sein. Die kann dazu führen, dass Bewohner nachts
ihre Zimmer verlassen und versuchen könnten, die Einrichtung zu verlassen. Sollte es
ihnen gelingen, das Gebäude zu verlassen, ist es ihnen nicht möglich, dies auch wieder
zu betreten, da die Türen aus Brandschutzgründen von innen zwar öffenbar, von außen
aber verschlossen sind. Das ist aber nicht das einzige Risiko für diese Personen. Bei
älteren Menschen besteht ein höheres Sturzrisiko. Dieses könnte dazu führen, dass die
Personen selbstständig nicht wieder aufstehen können oder sich verletzen. Gleichzeitig
erhöht die geringe Anzahl an Pflegekräften die Wahrscheinlichkeit, dass eine Person die
Einrichtung verlässt oder ein Sturz zu spät bemerkt wird.
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Um dem entgegenzuwirken, soll ein Assistenzroboter eingesetzt werden, welcher auto-
nom die Flure in den Stockwerken, in denen aktuell keine Pflegekräfte sind, überwacht.
Dieser bietet gegenüber einem statischen Kamerasystem unter anderem folgende Vor-
teile:

• Der Roboter ist mobiler als fest montierte Kameras.

• Ein Roboter besitzt verschiedenste Sensoren, die er zur Navigation nutzt, die man
zusätzlich einbinden kann, wie beispielsweise 360◦ Laserabstandssensoren oder
ein Mikrofonearray zur akustischen Ortung.

• Er bietet die Möglichkeit der direkten Roboter–Mensch–Interaktion mit den Bewoh-
nern.

• Es besteht die Möglichkeit, das Pflegepersonal direkt zu unterstützen, zum Beispiel
durch Mitführen eines Erste–Hilfe–Koffers. Solche Unterstützungen sind auch ge-
wünscht, wie man bei [Hebesberger et al., 2015] nachlesen kann.

• Ein Roboter ist in verschiedenen Szenarien einsetzbar. So kann derselbe Robo-
ter nachts die Flure überwachen und am Tag bei der Therapie unterstützen oder
Bewohner unterhalten.

Aufgrund dieser Vorteile wurde ein Assistenzroboter im RoNisCo ausgewählt.
Um diese Aufgabe übernehmen zu können, muss der Roboter gewisse Fähigkeiten auf-
weisen. Er muss in der Lage sein, sich selbstständig und zielgerichtet innerhalb eines
Stockwerkes zu orientieren und entsprechend zu bewegen. Der Ansatz zur Lösung die-
ses Problems lässt sich bei [Bahrmann et al., 2016; Bahrmann et al., 2014; Brose, 2018]
nachlesen. Zusätzlich muss er sowohl mit dem Personal, welches in anderen Gebäude-
teilen unterwegs sein kann, zuverlässig kommunizieren können, falls er oder ein Bewoh-
ner Hilfe benötigt. Diese Problematik wird von [Lischke et al., 2017] und [Brose, Bahr-
mann et al., 2019] genauer betrachtet. Außerdem soll er auch sozial verträglich mit den
betroffenen Bewohnern in Kontakt treten können, damit wird sich unter anderem in [Bro-
se, 2018] beschäftigt. Vor allem muss er aber Personen detektieren können.
Bei der Personenerkennung muss man zwischen einer klassischen Personenerkennung,
welche dazu gedacht ist, Personen, welche sich im Sichtfeld aufhalten und natürlichere
Körperhaltungen einnehmen, zu erkennen, und einer Erkennung für gestürzte Perso-
nen unterscheiden. Unter Umständen werden diese teilweise auch von einer klassischen
Personenerkennung erkannt, allerdings ist das Risiko für falsch negative Klassifikatio-
nen höher. Dieses Risiko sollte aber dringend vermieden werden, da diese Personen
schnellstmöglich Hilfe benötigen könnten. Daher wird für solche Szenarien eine geson-
derte Erkennung, wie sie in Abschnitt 4.2 beschrieben wird, genutzt. Diese ist darauf
ausgelegt, nur gestürzte Personen zu detektieren.
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4.2 GESTÜRZTE–PERSONEN–ERKENNUNG (GPE)

Bei einer GPE handelt es sich um eine Sonderform der Personenerkennung, welche sich
besonders darauf fokussiert, gestürzte Personen zu erkennen. In [F. Zhao et al., 2018]
und [Brose, Erzgräber et al., 2019] wird beschrieben, dass es notwendig wird, Fälle von
gestürzten Personen gesondert zu behandeln, da die Zuverlässigkeit von klassischen
Personenerkennungen, wie OpenNI SDK und Microsoft Kinect SDK, bei gestürzten Per-
sonen geringer ist. Das Problem dabei ist, dass gestürzte Personen selten natürliche Kör-
perhaltungen aufweisen. Zudem können sie von Gehhilfen oder anderen Gegenständen
teilweise verdeckt sein. Mitunter sind für die Personenerkennung wichtige Körperteile,
wie der Kopf oder Gliedmaßen unter Umständen nicht sichtbar. Die daraus resultierende
geringere Zuverlässigkeit der Erkennung ist in der Hinsicht kritisch, da gestürzte Perso-
nen ernster verletzt sein können. Aus diesem Grund ist es wichtig Hilfe, schnellstmöglich
gewährleisten zu können.
Um diese Problematik zu lösen wurde in [Brose, Erzgräber et al., 2019] der aktuelle
Stand der Technik in dem Bereich unter Beachtung der Rahmenbedingungen, die durch
das Projekt definiert werden, betrachtet. Diese sind beispielsweise der Einsatz eines mo-
bilen Roboters und die Vergleichbarkeit der Einsatzszenarien.
Dabei haben sich hauptsächlich zwei Ansätze ergeben, die von den Rahmenbedingun-
gen vergleichbar waren. Der eine war [Wengefeld et al., 2016]. Bei diesem wird ein Robo-
ter im häuslichen Umfeld eingesetzt und der Roboter ist von demselben Hersteller wie die
für RoNisCo genutzten. Ein anderer Ansatz ist in [Antonello et al., 2017] beschrieben, wo
ein Roboter mit vergleichbaren Maßen und demselben Kamerasystem genutzt wird. Bei-
de Ansätze haben gute Ergebnisse geliefert, welche allerdings nicht so gut vergleichbar
sind, da sie verschiedene Maße nutzen. Beim Vergleich der beiden Ansätze sind einige
Ähnlichkeiten aufgefallen, aus denen ein grundlegender Ablauf für eine GPE abgeleitet
werden kann.

4.2.1 ABLAUF DER GPE

Aus beiden Ansätzen ließ sich ein gemeinsamer Ansatz ableiten. Dieser ist in Abbildung
4.1 skizziert. Dabei lässt sich erkennen, dass beide Ansätze mit einem RGB–Tiefenbild
(RGB–D) beginnen. Im Anschluss daran wird der Hintergrund entfernt. Danach werden
die Bodenebene und alle Punkte oberhalb einer festen Höhe Z entfernt, da gestürzte
Personen nur bis zu einer bestimmten Höhe zu erwarten sind. Es folgt ein Filterschritt,
in dem alle Punkte, die keine oder sehr wenige Nachbarn haben, entfernt werden. An-
schließend wird eine Punktwolke aus den Daten erzeugt. Diese Punktwolke wird mithilfe
von Clusterverfahren segmentiert und in Objekte eingeteilt. Im Folgendem werden die
Objekte dem Klassifikator zugeführt, welcher entscheidet, ob es sich bei dem Objekt um
eine gestürzte Person handelt. Von [Antonello et al., 2017] wird noch vorgeschlagen, die
Laserdaten, die der Roboter zur Navigation nutzt, zur Validation des Ergebnisses zu nut-
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Abbildung 4.1: Vollständiger Ablauf der Klassifikation

zen. Sie schlagen auch vor, bei widersprüchlichen Ergebnissen den Vorteil des Roboters
zu nutzen, die Szene erneut aus einem anderen Blickwinkel zu betrachten.
Allerdings unterscheiden sich beide Herangehensweisen. Die Entfernung des Hintergrun-
des wird beispielsweise auf verschiedene Arten gelöst, ebenso das Unterteilen in Objek-
te. Im Ansatz von [Wengefeld et al., 2016] wird genauer erklärt, wie Parameter gewählt
werden und wie diese berechnet werden. Schlussfolgernd wurde die Entscheidung ge-
troffen, diesen Ansatz zu testen. Aufgrund unserer Rahmenbedingungen war es aber
notwendig, den Hintergrund anders zu entfernen und die Vorverarbeitung anzupassen.
Es bestand das Ziel, das Erstellen von Daten zum Testen des Klassifikators zu verein-
fachen. Dazu wurde der in Abbildung 4.1 gezeigte Ablauf in zwei Schritte unterteilt. Der
erste Teil, dessen Elemente blau markiert sind, wird in Abschnitt 4.2.2 beschrieben. Wie
die Einteilung in Objekte und die Klassifikation (rot markierte Elemente) erfolgt, wird in
Abschnitt 4.2.3 beschrieben.

4.2.2 BISHERIGER ANSATZ FÜR DIE VORVERARBEITUNG

Dieser Teil, welcher auch in [Brose, Erzgräber et al., 2019] beschrieben wird, übernimmt
die Aufgaben einer Background Subtraction. Dafür verwendet er Ansätze, welche für sta-
tische Kamerasysteme genutzt werden, für das geplante Einsatzszenario allerdings nicht
geeignet sind. Diese Aufgabe soll von der in dieser Arbeit neu entwickelten Background
Subtraction übernommen werden.
Der bisherige Ansatz zur Lösung der Aufgabe wird in Abbildung 4.2 skizziert. Dabei wird
eine Szene zweimal aufgenommen. Die erste Aufnahme enthält die Szene ohne das zu
klassifizierende Objekt, während die zweite Szene das Objekt mit beinhaltet. Das Objekt
muss das Einzige sein, was sich zwischen den beiden Aufnahmen ändert. Als Nächs-
tes wird eine Boolean Gridmap, mit derselben Auflösung wie die Aufnahmen, erstellt.
In dieser Gridmap erhalten alle Zellen den Wert true, in welchem die Differenz einen
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Abbildung 4.2: Ablauf der Vorverarbeitung

Schwellwert überschreitet. Der Schwellwert wurde eingeführt, um beispielsweise mini-
male Bewegungen des Roboters oder Linseneffekte auszugleichen. Im Anschluss daran
werden die Areale auf der Karte, die true–Werte enthalten, erodiert. Dies wird genutzt,
um nur wenige Zellen umfassende Bereiche zu entfernen. Da davon aber auch Gebiete,
welche groß genug sind, betroffen sind und da dadurch kein Informationsverlust entste-
hen soll, werden diese im nächsten Schritt wieder dilatiert. Im Anschluss daran werden
mit einem Floodfill–Algorithmus noch verbliebene Flächen unter einer Grenzanzahl an
Zellen entfernt.

Abbildung 4.3: a) RGB–D–Bild mit Person, b) RGB–D–Bild ohne Person, c) RGB–D–
Daten der Person, d) RGB-Bild

Der letzte Schritt vor der Klassifikation erstellt aus der Karte und der Aufnahme der Sze-
ne mit dem Objekt eine 3D–Punktwolke des Objektes. Dabei werden die 3D–Koordinaten
aller Pixel berechnet, deren Wert kein Fehlerwert ist und die entsprechenden Gridmap–
Zellen einen true–Wert gespeichert haben. Diese Punktwolke wird zur Weiterverarbei-
tung an den Klassifikator gegeben.
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4.2.3 KLASSIFIKATOR

Wie bereits erwähnt orientiert sich die Umsetzung des Klassifikators an [Wengefeld et
al., 2016]. Dazu wird die zuvor erzeugt Punktwolke in Cluster unterteilt. Abweichend von
der Umsetzung in der Publikation wird ein Expectation–Maximization–Cluster–Verfahren
genutzt, da eine Implementation davon schon an einer anderen Stelle des Projektes ge-
nutzt wird. Im Anschluss daran wird, wie von [Wengefeld et al., 2016] beschrieben und
in 4.4 zu sehen ist, die Hauptachse des Objektes bestimmt. Dazu werden die beiden

Abbildung 4.4: Suchen der neuen Hauptachse von [Wengefeld et al., 2016]

am weitesten voneinander entfernten Punkte genutzt. Auf Basis dieser neuen Hauptach-
se wird ein neues Koordinatensystem aufgespannt und die Punktwolke in dieses über-
führt. Darauffolgend wird das Cluster in Layer einer festen Höhe entlang der Hauptachse
eingeteilt. Für die Layer wird einzeln ein Histogramm der Oberflächennormalen berech-
net. Diese Histogramme sind die Eingangsdaten der eigentlichen Klassifikation. Dabei
wird ein Adaboost–Algorithmus mit 50 Entscheidungsbäumen und Baumtiefe von 4 als
Weaklearner (WL) genutzt. Wenn zwei Layer eines Clusters positiv klassifiziert sind, gilt
das Cluster als gestürzte Person.
Um die Praktikablität zu testen, wurden mit der in 4.2.2 beschriebenen Methode unge-
fähr 450 Bilder erstellt. In diesen wurden in einem Laborraum auf dem Boden liegende
Personen und andere Objekte aufgenommen. Im Anschluss wurden die Bilder in zwei
Gruppen eingeteilt. 50 Bilder wurden für die Validierung zufällig ausgewählt, dabei wurde
lediglich Wert darauf gelegt, dass 25 als positiv und 25 als negativ zu klassifizierende
dabei sind. Mit den restlichen Daten wurde der Klassifikator trainiert. Bei der Validierung,
mit den dem Klassifikator unbekannten Daten, wurde dann ein F–Score von 0,8 erreicht.

4.3 RAHMENBEDINGUNGEN

Durch die Einordnung in den Kontext des Projektes ergeben sich einige zu beachtende
technische Rahmenbedingungen.
Die Eingangsdaten für die Background Subtraction sind die RGB–D–Bilder, welche das
Kameramodul des Roboters liefert. Dies geschieht mit 10 Bildern pro Sekunde (fps).
Daraus ergibt sich, dass die gesamte Klassifikation eines Bildes in weniger als 100 ms
erfolgen sollte, damit alle Bilder genutzt werden können.
Gleichzeitig findet parallel dazu eine Personenerkennung statt, welche auch Rechenleis-
tung benötigt. Zusätzlich soll der Roboter im Praxiseinsatz während der Nachtschicht das

11



Personal unterstützen. Deshalb ist es notwendig, dass er mindestens 8 Stunden Einsatz-
zeit bietet, ohne geladen werden zu müssen. Zu seiner Einsatzbereitschaft gehören aber
nicht nur die Personenerkennung und die GPE, sondern auch die Navigation, der Antrieb
und die Kommunikation mit dem Personal und den Bewohnern. Deshalb sollten rechen-
intensive Algorithmen vermieden werden, sofern es möglich ist.
Durch das klare Szenario im Einsatz für den Nachtwächter auf den Fluren der Einrichtung
ergibt sich, dass die Szenen meist sehr wenige bis keine Vordergrundobjekte enthalten.
Dies hängt damit zusammen, dass sich auf den Fluren wenige Möbel befinden. Gleichzei-
tig sind auch in der Nacht wenige Menschen auf den Fluren unterwegs. Folglich besteht
der Hintergrund meist nur aus den Wänden, dem Fußboden und der Decke. Außerdem
ergeben sich aus dem Szenario noch einige Probleme für die Background Subtraction.
Der Algorithmus sollte für RGB–D–Bilder anwendbar sein. Weitere Punkte, die von [Greff
et al., 2012] erwähnt werden und zu beachten wären, sind:

• „Moved Objects“ beziehungsweise „Dynamic Background“ beziehen sich darauf,
dass sich der Hindergrund verändern kann. Aufgrund der Nutzung eines mobilen
Roboters muss davon ausgegangen werden, dass sich der Hintergrund in jedem
Bild ändert.

• „Time of Day“ bezeichnet das Problem, welches durch unterschiedliche Beleuch-
tung zu unterschiedlichen Tageszeiten auftreten kann. In der Nachtschicht sollte
das Problem der Sonneneinstrahlung eine geringere Rolle spielen, allerdings kann
die Beleuchtung auch durch Licht aus geöffneten Türen, dem An- oder Ausschalten
der Beleuchtung oder Mondlicht durch Fenster verändert werden.

• „Bootstrapping“ bezeichnet die Fähigkeit ein Hintergrundmodell trotz der Präsenz
von Vordergrundobjekten zu lernen. Das tritt in der Praxis dadurch auf, dass nach
jeder Bewegung des Roboters ein neues Hintergrundmodell benötigt wird. In der
Anwendung können sich auf der Aufnahme, aber Personen und gestürzte Personen
befinden.

• „Uncertainty“ beschreibt das Handhaben von Pixeln, welche keinen Wert bezie-
hungsweise einen Fehlerwert haben. Ein Fehlerwert wird bei RGB–D–Daten bei-
spielsweise dort eingetragen, wo die Entfernung größer als die Reichweite der Ka-
mera ist.

Es ist auch wichtig, die Limitierungen des Kameramoduls zu berücksichtigen. Hierbei
handelt es sich um ein Microsoft Kinect V2 Modul, welches ursprünglich für den Einsatz
bei einer Spielekonsole entwickelt wurde. Dementsprechend sind Reichweite und Blick-
feld begrenzt. Die Distanz der zu erfassenden Objekte muss bei mindestens 50 cm liegen.
Zusätzlich sollte das Objekt nicht weiter als 5 bis 8 m entfernt sein, da mit zunehmender
Entfernung die Präzision sinkt. Das Sichtfeld beträgt laut [Greff et al., 2012] ungefähr 58◦.
Ein weiterer sehr wichtiger Punkt ist, dass Personen nicht als Hintergrundobjekte klassi-
fiziert werden dürfen. Wie bereits in den Kapiteln 1, 4.1 und 4.2 erwähnt wird, benötigen
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diese Personen dringend Hilfe. Daher müssen falsch als Hintergrund klassifizierte Per-
sonen dringend vermieden werden, damit sie korrekt klassifiziert werden können und die
Wahrscheinlichkeit, sie zu übersehen, möglichst minimal ist.

4.4 STAND DER TECHNIK

Bevor neue Ansätze betrachtet werden, bietet sich ein Blick auf die Umsetzung der Back-
ground Subtraction in den beiden Ansätzen für den Klassifikator an. Im Ansatz von [Wen-
gefeld et al., 2016] werden für die Background Subtraction 3D Karten der Einsatzumge-
bung genutzt. Diese 3D Karten werden bei der Einrichtung des Systems in Abwesenheit
von Personen erstellt. In der Anwendung wird mit dieser Karte die Background Subtracti-
on für die RGB–D–Bilder durchgeführt. Diese Möglichkeit ist aktuell nicht umsetzbar, da
aktuell keinen 3D Kartierungsalgorithmus zur Verfügung steht. Somit können wir auch
keine 3D Karte der Einsatzumgebung erstellen und als Eingangsdaten verwenden.
Von [Antonello et al., 2017] wird hingegen ein Ansatz genutzt, welcher keine weiteren
Daten außer den RGB–D–Bildern benötigt. Dafür wird zuerst der gesamte Bereich ober-
halb einer festen Höhe von 0,7 Metern entfernt. Im Anschluss wird unter Nutzung eines
Random Sample Consensus (RANSAC)–Algorithmus die Bodenebene gesucht und ent-
fernt. Die verbleibenden Punkte werden gefiltert, sodass Punkte mit zu wenig Nachbarn
entfernt werden. Dann wird die entstandene Punktwolke in Voxel übersegmentiert, sie
wird also in mehr Voxel eingeteilt als Objekte in der Punktwolke enthalten sind. Die ent-
standenen Voxel werden einzeln klassifiziert, ob sie Teil einer Person sind. Auf die positiv
klassifizierten Voxel wird anschließend das Clusterverfahren aus dem Klassifikator ange-
wendet, diese Schritte werden in Abbildung 4.5 veranschaulicht.

Abbildung 4.5: Voxel und Klassifikation von [Antonello et al., 2017]

Da beide Ansätze in dieser Form nicht direkt umsetzbar sind, wird im Folgenden ein Über-
blick über den aktuellen Stand der Technik erstellt. Dazu werden in Abschnitt 4.4.1 die
Bewertungskriterien für die Modelle zusammengefasst. Basierend auf diesen Kriterien
werden in Abschnitt 4.4.2 klassische Algorithmen und in Abschnitt 4.4.3 Deep–Learning–
Algorithmen bewertet. Dem folgt eine Gegenüberstellung der besten Ansätze aus beiden
Kategorien.
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4.4.1 BEWERTUNGSKRITERIEN

Durch die Rahmenbedingungen des Projektes gibt es viele Faktoren, welche bei der
Bewertung der Ansätze eine Rolle spielen. Um eine bessere Nachvollziehbarkeit zu er-
reichen, welche Faktoren die wichtigsten sind, sollten sie konkret benannt werden:

1. Der Ansatz muss für sich bewegende Kameras funktionsfähig sein.

2. Die Wahrscheinlichkeit, dass gestürzte Personen als Hintergrundobjekte betrachtet
werden, muss so klein wie möglich sein. Idealerweise soll sie 0 sein.

3. Der Algorithmus muss mit RGB–D–Daten arbeiten können.

4. Der Ansatz sollte so einfach wie möglich sein und mit mindestens 10 fps laufen.

5. Dazu sollte keine zusätzliche oder spezielle Hardware, wie High End Grafikkarten,
benötigt werden.

4.4.2 KLASSISCHE ANSÄTZE

Als klassische Ansätze werden Ansätze bezeichnet, welche kein Deep–Learning nutzen
und teilweise schon länger zum Einsatz kommen. Eine Übersicht über diese Ansätze bie-
tet [Greff et al., 2012]. Dabei werden „First Frame Subtraction“, „Single Gaussian“, „Code-
book Model“ und „Minimum Background“ als grundlegende Ansätze genannt. Zusätzlich
werden noch Ansätze betrachtet, welche keiner dieser Kategorien klar zuordenbar sind.

FIRST FRAME SUBTRACTION

Die First Frame Subtraction, wie sie in [Greff et al., 2012] beschrieben wird, nutzt für die
Background Subtraction das erste Bild. Von diesem werden alle weiteren Bilder abgezo-
gen. Bei der Überschreitung eines Grenzwertes für den Betrag der Differenz der Werte
eines Pixels wird dieses als Vordergrund markiert. Dieses Verfahren lässt sich auch pro-
blemlos auf RGB–D–Bilder anwenden. Außerdem hat es eine große Ähnlichkeit mit der
in Abschnitt 4.2.2 beschriebenen Umsetzung. Das Verfahren ist entsprechend des ers-
ten Kriteriums für unser Szenario nicht geeignet, da es sehr anfällig für sich ändernde
Hintergründe ist und diese dauerhaft auftreten, wenn der Roboter fährt oder sich dreht.

SINGLE GAUSSIAN UND GAUSSIAN MIXTURE MODELS

Von [Greff et al., 2012] wird das Single Gaussian Verfahren so beschrieben, dass für
jedes Pixel eine Gauß–Verteilung vorliegt. Während eines Trainings werden dabei Mittel-
wert und Varianz der Verteilung für jedes Pixel bestimmt. Im weiteren Verlauf wird jedes
Pixel, welches um ein konstantes n–faches der Varianz von seinem Mittelwert abweicht,
als Vordergrund betrachtet. Im Folgenden werden vier Beispiele für konkrete Umsetzun-
gen betrachtet, um die Eignung für unser Szenario besser einschätzen zu können. Bei
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dem Ersten handelt es sich um [Wren et al., 1997]. Aus diesem geht allerdings hervor,
dass auch dieser Ansatz für sich stark ändernde Hintergründe sehr anfällig ist. Damit ist
dieser Ansatz für ein Szenario mit einem mobilen Roboter ungeeignet.
Es gibt auch Gaussian Mixture Models, wie sie beispielsweise von [Song et al., 2014],
[Langmann et al., 2010] und [Nguyen et al., 2014] beschrieben werden. Von [Song et al.,
2014] wird die Nutzung von RGB–D–Bildern und Farbbildern vorgeschlagen. Für diese
wird dann ein Modell wie oben beschrieben aufgebaut. Damit sollen Camouflage–Effekte,
also dass Objekte gleicher Farbe nicht unterschieden werden können, ausgeglichen wer-
den. Gleichzeitig soll die Schwachstelle der Uncertainty bei Pixeln, für die keine Entfer-
nung ermittelt werden konnte, in RGB–D–Bildern gelöst werden.
Ein weiterer Ansatz, der eine Kombination von RGB–D–Bildern und Farbbildern vor-
schlägt, ist von [Nguyen et al., 2014]. Dabei wird vorgeschlagen, zwei Modelle aufzubau-
en, eines für die Farbdaten und eines für die RGB–D–Daten. Das Ergebnis ist eine Kom-
bination der Ergebnisse der beiden Modelle, wobei immer das sicherere Ergebnis genutzt
wird. Allerdings haben diese Modelle das Problem, dass sie hauptsächlich für statische
Szenarien mit sich weniger stark ändernden Hintergründen konzipiert sind. Konkreter be-
nannt wird dies von [Langmann et al., 2010], welcher ausführt, dass sich Gauß–Modelle
nur für meist statische Hintergründe eignen. Daher sind sie für unser Szenario eher un-
geeignet, da sie dem ersten Kriterium widersprechen.

CODEBOOK MODEL

Für das Codebook Modell fasst [Greff et al., 2012] den Ansatz von [Kim et al., 2005] so
zusammen, dass das Hintergrundmodell über einen längeren Zeitraum aufgebaut wird.
Dabei werden die Stichprobenwerte jedes Pixels in Codewörter aggregiert. Alle Codewör-
ter bilden das namensgegebende Codebook. Allerdings erwähnt [Greff et al., 2012], dass
dieses Modell aufwendiger als die Anderen ist. Der Ansatz ermöglicht es, ein Modell für
den Hintergrund trotz des Vorhandenseins dynamischer Vordergrundobjekte aufzubau-
en. Damit kann das Bootstrapping Problem oder das für dynamische Hintergründe gelöst
werden. Von [Kim et al., 2005] wird erwähnt, dass das Modell für Farbbilder konzipiert
und mit Anpassungen für Graustufenbilder nutzbar ist. Durch [Ilyas et al., 2009] wurde
das Modell modifiziert, um die Genauigkeit zu erhöhen. Es gibt auch Ansätze, welche
RGB–D–Daten nutzen, wie durch [Murgia et al., 2014] beschrieben wird. Ziel ist dabei
ebenfalls die Genauigkeit zu erhöhen.
Die von [Ilyas et al., 2009] und [Murgia et al., 2014] erwähnten Szenarien beziehen sich
nur auf statische Kamerasysteme, wie Überwachungskameras. In seinem Fazit stellt
[Greff et al., 2012] fest, dass der grundlegende Ansatz ähnlich gute Ergebnisse liefert
wie der Minimum Background. Welcher dabei allerdings schneller und einfacher ist.
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MINIMUM BACKGROUND

Dieser Ansatz ist laut [Greff et al., 2012] eines der ersten Modelle, welches komplett für
RGB–D–Daten entwickelt wurde. Dabei wird während einer Trainingsphase ein minimaler
Tiefenwert für jedes Pixel gespeichert. Ist ein Messpunkt näher an der Kamera als der
gespeicherte Wert, wird der Pixel dem Vordergrund zugeordnet. Ein Ansatz zur Nutzung
eines solchen Algorithmus zur Erkennung des Sturzrisikos bei älteren Personen wird von
[Stone & Skubic, 2011] vorgestellt. In ihrem Versuchsaufbau wird mit statischen Kamera-
systemen gearbeitet, was die Anwendbarkeit für RoNisCo schlechter abschätzbar macht.
Ein weiterer Ansatz, der diesem Oberbegriff zugeordnet werden kann, ist [Fengliang Xu
& Kikuo Fujimura, 2003]. Dabei wird versucht, Menschen unter Nutzung von Graustufen–
Bildern und RGB–D–Bildern zu detektieren. Bei ihrer Background Subtraction werden
zuerst Wände, Decke und Boden entfernt. Im nächsten Schritt suchen sie interessante
Punkte, indem sie die Kanten der Objekte durch Wechsel in der Textur detektieren. Von
den Punkten von Interesse spannen sie Regionen auf und fügen diese zu Objekten zu-
sammen, welche sie im weiteren Verlauf analysieren.
Bei ihrer Auswertung kommen [Greff et al., 2012] zu dem Ergebnis, dass Minimum Back-
ground Ansätze und Codebook Ansätze die besten Ergebnisse der von ihnen betrach-
teten liefern. Aufgrund seiner geringeren Komplexität ist dieser Ansatz deutlich schneller
als das Codebook Modell.
Auffällig ist, dass die Ansätze von [Stone & Skubic, 2011] und [Fengliang Xu & Kikuo Fuji-
mura, 2003] eine gewisse Ähnlichkeit zum Ansatz von [Antonello et al., 2017] haben. Dort
werden in Teilen des Bildes feste Grenzen definiert, bevor die Bodenebene als sicheres
Hintergrundobjekt entfernt wird. Des Weiteren wird das Einteilen in mehrere Objekte ge-
nutzt, wobei darauf geachtet wird, ob die kleineren Regionen zu einer Person gehören
könnten.

WEITERE ANSÄTZE

Es gibt noch weitere Ansätze, wie Wallflower von [Toyama et al., 1999], welche sich nicht
eindeutig einer der vier von [Greff et al., 2012] genannten Kategorien zuordnen lassen.
[Toyama et al., 1999] nehmen Teile von mehreren der zuvor erwähnten Kategorien, um
die Problemtypen bei der Background Subtraction abzufangen. So betrachten sie das
Bild beispielsweise auf Pixelebene ähnlich wie bei den Single Gaussian Modellen, be-
trachten allerdings auch ganze Frames, wie in der First Frame Subtraction. Sehr gut an
der Veröffentlichung ist, dass sie ihren Ansatz mehreren anderen konkreten Implementa-
tionen der grundlegenden Ansätze gegenüberstellen. Wobei bei der Gegenüberstellung
keine Vertreter der Ansätze Codebook Modell und Minimum Background enthalten sind,
da beide jünger sind. Sie stellen fest, dass ihr Algorithmus über alle klassischen Proble-
me betrachtet, die anderen Systeme übertrifft. Allerdings wird aus den Daten ersichtlich,
dass der Algorithmus für die in den Rahmenbedingungen (siehe 4.3) erwähnten Proble-
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me am anfälligsten ist. Zusätzlich ist der Algorithmus nicht für RGB–D–Daten entwickelt
worden und die Erfolgschancen einer solchen Anpassung schwer abschätzbar. Außer-
dem ist der Ansatz entwickelt worden, um die Background Subtraction für statische Über-
wachungssysteme zu verbessern. Wir nutzen einen mobilen Roboter, daher ist dieser
Ansatz entsprechend des ersten Kriteriums für uns weniger geeignet.
Ein weiterer Ansatz ist eine Active frame subtraction wie sie von [Hashiyama et al., 2003]
konzipiert wurde. Diese ist speziell für bewegte Kameras konzipiert und versucht mit
Gyrosensoren die Bewegung der Kamera zwischen zwei Bildern zu rekonstruieren. In
dem konkreten Ansatz haben sie eine sehr gute Laufzeit von 0,02 Sekunden pro Bild.
Aus einem Graustufenbild extrahieren sie ein Konturenbild. Auf dieses wenden sie die
Bewegung der Kamera an. Im Anschluss daran haben sie ein Template Matching, um
Fußgänger zu finden. Ein Template Matching ist für Fußgänger zuverlässig, da deren
Silhouetten eine ähnliche Grundform haben. Gestürzte Personen hingegen haben keine
so einheitliche Grundform, da diese sehr unnatürliche Körperhaltungen haben können.
Deshalb bietet sich dieses Verfahren entsprechend des zweiten Bewertungskriteriums
für unseren Ansatz weniger an.

4.4.3 DEEP–LEARNING

In diesem Teil soll es einen Überblick über Deep–Learning Algorithmen geben. Dazu
eignet sich als Leitlinie die Veröffentlichung von [Bouwmans et al., 2019]. Diese bietet
einen sehr ausführlichen Überblick über aktuelle Umsetzungen des Problems, mit einer
anschaulichen Gegenüberstellung der Ansätze. Zusätzlich wird eine Einführung in Deep–
Learning vor dem Hintergrund der Bildverarbeitung gegeben.
Grundlegend ist das Vorgehen ähnlich, mithilfe eines neuronalen Netzes wird ein Hin-
tergrundmodell erzeugt. Dieses wird vom aktuellen Bild abgezogen. Das Ergebnis ist
der Vordergrund. Für die Erzeugung des Hintergrundes werden verschiedene neuronale
Netze genutzt. Bei ihrer Ausarbeitung haben [Bouwmans et al., 2019] sieben Kategorien
definiert, in welche sie die Netzwerke einteilen. Diese sind:

• „Basic Convolutional Neural Networks (CNN)“

• „Multi–scale and Cascaded CNNs“

• „Fully CNNs“

• „Deep CNNs“

• „Structured CNNs“

• „3D CNNs“

• „Generative Adversarial Network (GAN)s“

In diese Kategorien haben sie 32 Ansätze eingeordnet.
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BASIC CNNS

Die Ansätze, die dieser Kategorie zugeordnet wurden, sind dem Namen entsprechend
Basic CNNs. Diese zeichen sich dadurch aus, dass sich ihre Architektur stark an älteren
CNNs, wie LeNet-5 von [LeCun et al., 1998] orientiert. Sie besitzen also nur Convolutional
Layer, Pooling Layer und einen Fully–connected Layer als letzten Layer, die Anordnung
der Layer kann man in der Konzeptskizze von [Braham & Van Droogenbroeck, 2016] in
Abbildung 4.6 sehen.

Abbildung 4.6: Konzept eines Basic CNN von [Braham & Van Droogenbroeck, 2016]

Dieser Kategorie wurden fünf Ansätze zugeordnet. Den Tabellen auf den Seiten 12 und
13 in [Bouwmans et al., 2019] lässt sich entnehmen, dass drei grundlegend schon ausge-
schlossen werden können, da diese szenenspezifisch und damit nicht für eine bewegte
Kamera geeignet sind, da sie bei einem Szenenwechsel erneut trainiert werden müssen,
dies widerspricht dem ersten Bewertungskriterium.
Ein viertes Modell wird von [C. Zhao et al., 2018] beschrieben. Allerdings nutzt dieses
mit der Random Permutation of Temporal Pixels, welches für jedes Pixel eine Verteilung
über seine vorherigen Zustände ist, ein sehr spezielles Feature. Zusätzlich testen sie den
Ansatz nur für den CDnet2014 Datensatz von [Y. Wang et al., 2014], welcher viele Da-
ten für viele Probleme der Background Subtraction liefert, allerdings nur mit statischen
Kamerasystemen. Daher ist nicht klar, ob dieser Ansatz auch für bewegte Kameras, wie
in unserem Szenario, nutzbar ist. Die schlechteren Scores des Systems bei den Tests
für Kamera–Zittern und dynamische Hintergründe lassen allerdings vermuten, dass sich
dieser Ansatz weniger eignet.
Das letzte Konzept, welches in diese Kategorie eingeordnet wird, ist das von [X. Wang
et al., 2018]. Es wirkt sehr vielversprechend, da die präsentierten Ergebnisse erahnen
lassen, dass der Ansatz viele der Probleme, wie die Kamerabewegungen, in unserem
Szenario lösen könnte. So ist er speziell für RGB–D–Bilder entwickelt. Auch ließ er ei-
ne gewisse Robustheit in Bezug auf eine bewegte Kamera erkennen. Allerdings wird
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mit einer Titan X (Pascal) GPU mit 32 GB Videospeicher sehr leistungsfähige Hardware
benötigt, welches dem fünften Bewertungskriterium widerspricht. Zusätzlich wird keine
Aussage über die Laufzeit getroffen. Deshalb ist dieser Ansatz für einen Einsatz auf un-
serem Roboter eher ungeeignet.

MULTI–SCALE UND CASCADED CNNS

Als Cascaded CNNs werden Netzwerke bezeichnet, welche aus mehreren Netzwerken
zusammen gesetzt werden. Der Ansatz von [Ang Lim & Yalim Keles, 2018] ist beispiels-
weise in Abbildung 4.7 zu sehen.

Abbildung 4.7: Architektur Triplet Convolutional Neural Network von [Ang Lim & Yalim
Keles, 2018]

Multi–scale CNN zeichnen sich dadurch aus, dass sie in der Lage sind, eigenständig
Multi–scale Feature zu extrahieren und zu lernen. Damit erreichen sie eine geringere
Abhängigkeit von Eingangs- beziehungsweise Trainingsdaten dieser Art. So soll die An-
fälligkeit gegenüber Kamerabewegungen reduziert werden.
Zu den Multi–scale und Cascaded CNNs zählen [Bouwmans et al., 2019] sieben Ansät-
ze. Vier von diesen können direkt ausgeschlossen werden, da diese szenenspezifisch
sind.
Die drei weiteren referenzierten Veröffentlichungen haben alle denselben Autor und wur-
den innerhalb eines Jahres veröffentlicht. Allerdings waren zwei davon zu diesem Zeit-
punkt noch Preprints, von denen nur noch eines auffindbar war. Die Ansätze werden in
[Ang Lim & Yalim Keles, 2018] und [L. A. Lim & Keles, 2019] beschrieben. Mit diesen er-
zielen sie sehr gute Ergebnisse für Datensätze wie dem bereits erwähntem CDnet2014
von [Y. Wang et al., 2014]. Allerdings wurden diese Datensätze nur mit statischen Ka-
merasystemen aufgenommen. Dabei enthalten sie zwar Szenen mit sehr dynamischen
Hintergründen und Kamera–Zittern, allerdings keine Aufnahmen, die mit welchen von fah-
renden Robotern mit 360◦ drehbarem Kameramodul vergleichbar sind. Zusätzlich wurde
sich in der Veröffentlichung hauptsächlich auf die Moving Object Detection konzentriert.
Gestürzte Personen können allerdings auch komplett bewegungslos sein, was dazu füh-
ren würde, dass sie fälschlich als Hintergrund gelten. Wie man dem zweiten Bewertungs-
kriterium entnehmen kann, ist es für unser Szenario sehr wichtig dies zu vermeiden.
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FULLY CNNS

Fully CNN zeichnen sich dadurch aus, dass sie keinen Fully–connected Layer wie die
Basic CNNs haben. Für diese Kategorie haben [Bouwmans et al., 2019] sechs Ansätze
aufgelistet. Einer davon ist nur szenenspezifisch und damit ungeeignet. [Bouwmans et al.,
2019] konnte für drei weitere Ansätze die benötigten Eingangsdaten nur als RGB–Daten
schätzen, da dies in den Veröffentlichungen nicht klar kommuniziert wird. Diese Ansätze
werden nicht weiter betrachtet. Ein weiteres benötigt drei konkrete Vordergrundmasken
als Eingangsdaten, was für unser Szenario nicht umsetzbar ist. Da wir ein ständig wech-
selndes Umfeld haben und es vermuten lässt, dass dieser Ansatz nur szenenspezifisch
ist.
Das führt dazu, dass von den sechs Ansätzen nur noch der von [Zeng & Zhu, 2018]
zu betrachten ist. Der Ansatz ist in ihrem Setting echtzeitfähig und läuft mit fast 27 fps.
Allerdings nutzen die Autoren eine NVIDIA GTX 1060 GPU, welche leistungsfähiger als
die Hardware im Roboter ist. Des Weiteren nutzen sie Infrarotbilder in ihrem Ansatz, was
die Abschätzung schwieriger macht, wie gut der Algorithmus für RGB–D–Bilder geeignet
ist. Zusätzlich dazu haben sie ihren Ansatz nur mit fünf Bildern der Thermalkategorie
des bereits erwähnten Datensatz von [Y. Wang et al., 2014] getestet. So dass auch die
Nutzbarkeit mit einer bewegten Kamera nicht abzuschätzen ist. Folglich ist es nicht ab-
schätzbar, ob der Ansatz in unserem Szenario zuverlässige Ergebnisse liefert. Aufgrund
der zusätzlich benötigten leistungsfähigen GPU ist er aber entsprechend des fünften Be-
wertungskriteriums eher ungeeignet.

DEEP CNNS

Unter Deep CNNs werden Netzwerke zusammen gefasst, bei denen die Ergebnisse des
CNNs weiter verarbeitet werden und daraus das Ergebnis ermittelt wird. Die Weiterver-
arbeitung kann auf verschiedene Weisen erfolgen, beispielsweise durch ein klassisches
Postprocessing, aber auch unter Nutzung weiterer neuronaler Netzwerke.
Zu den Deep CNNs zählen [Bouwmans et al., 2019] vier Ansätze. Einer ist als szenen-
spezifisch gekennzeichnet und damit für unser Szenario nicht geeignet.
Der zweite Ansatz ist von [X. Zhao et al., 2017]. Für ihre Experimente nutzen sie, wie
viele der zuvor genannten Ansätze auch, den CDnet2014 Datensatz von [Y. Wang et al.,
2014]. Beim Betrachten ihrer Ergebnisse fällt auf, dass der Ansatz für Szenen mit dyna-
mischem Hintergrund anfälliger ist, was in unserem Szenario ein Problem ist, welches
immer auftritt, wenn sich der Roboter bewegt. Der Ansatz läuft ihren Angaben zufolge mit
5 fps, was halb so schnell ist wie von uns angestrebt. Diese Geschwindigkeit wurde unter
Nutzung einer NVIDIA GTX Titan X GPU erreicht, welche man eher im High End Seg-
ment einsortieren würde. Daher ist zu erwarten, dass der Ansatz in unserem Szenario
langsamer ist und damit die Bildrate noch deutlicher unter den angestrebten 10 fps liegt.
Entsprechend des vierten und fünften Bewertungskriteriums ist dieser Ansatz für unser
Szenario somit ungeeignet.
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Ein weiterer erwähnter Ansatz wird von [Li et al., 2017] beschrieben. Dieser ist auf Über-
wachungsszenarien spezialisiert. Dabei können sie diesen auf einen Kontext trainieren
und für die Überwachung von statischen Szenen nutzen. Als Beispiel dafür haben sie die
Detection von Fußgängern oder Fahrzeugen in Aufnahmen von fest installierten Kameras
genutzt. Die Tests für den Algorithmus wurden in der Veröffentlichung mit Datensätzen für
Fußgänger Detektion und Fahrzeug Detektion durchgeführt. Dabei hat der Algorithmus
gute Ergebnisse erzielt. Allerdings ist er für unser Szenario nicht geeignet, da der Ansatz
für die Erfüllung des zweiten Bewertungskriteriums in der Lage sein muss, regungslose
gestürzte Personen als Vordergrund zu kennzeichnen.
Der letzte Ansatz in dieser Kategorie ist von [Chen et al., 2017]. Dieser Ansatz wurde für
eine Moving Object Detektion entwickelt. Als Daten nutzen sie den CDnet2014 Datensatz
von [Y. Wang et al., 2014] und den LASIESTA Datensatz von [Cuevas et al., 2016]. Der
zweite von den beiden ist speziell für die Moving Object Detektion erstellt. Besonders ist
auch, dass er Daten hat, die mit bewegten Kameras aufgenommen wurden. Insgesamt
wurden von [Chen et al., 2017] drei aufeinander aufbauende Ansätze entwickelt und ge-
testet. Diese weisen auf ihren Validierungsdaten sehr gute Ergebnisse auf und haben nur
eine geringe Erhöhung der Ungenauigkeit durch Kamerabewegungen. Der grundlegen-
de Ansatz, welcher gute Ergebnisse liefert, hat eine Durchschnittslaufzeit von 30 ms auf
ihrem System mit einer GTX Titan X GPU. Diese Laufzeit ist sehr klein, so dass die Chan-
ce bestehen würde, dass der Algorithmus auch auf unserem Roboter laufen könnte. Die
zwei erweiterten Ansätze benötigen auf der leistungsfähigen Hardware, die sie nutzen,
schon ungefähr 70 ms und 133 ms und sind für unsere Rahmenbedingungen ungeeignet.
Zudem handelt es sich um eine Moving Object Detektion. Nicht alle gestürzten Personen
bewegen sich, sie würden somit als Hintergrund klassifiziert werden und von dem Klassi-
fikator der GPE gar nicht betrachtet werden. Daraus resultiert ein Risiko bewegungslose
gestürzte Personen zu übersehen, welche dringend Hilfe benötigen. Damit widerspricht
der Ansatz dem zweiten Bewertungskriterium und ist für unser Szenario nicht geeignet.

STRUCTURED CNNS

Der Ansatz des Structured CNN zeichnet sich dadurch aus, dass die Foreground Extracti-
on getrennt vom CNN durchgeführt wird. Zusätzlich wird ein Hintergrundmodell verwaltet
und aktualisiert, welches im CNN auch zu den Eingangsdaten gehört. Ein Konzept für
Netzwerke dieser Kategorie ist in Abbildung 4.8 zu sehen.

Als Structured CNN wird von [Bouwmans et al., 2019] nur der Ansatz von [K. Lim et al.,
2017] gezählt. Bei diesem werden wieder Daten aus dem CDnet 2014 Datensatz von
[Y. Wang et al., 2014] genutzt. Ihr Ziel ist dabei eine Change Detection. Damit eignet
sich dieser Ansatz für unser Szenario nicht, da es eine starke Veränderungen der Szene
gibt, sobald der Roboter fährt oder sein Kameramodul dreht. Zum anderen besteht dabei
dasselbe Problem wie bei der Moving Object Detektion, dass regungslose gestürzte Per-

21



Abbildung 4.8: Konzept eines Structured CNN von [K. Lim et al., 2017]

sonen nicht detektiert werden können. Es bestehen also Widersprüche zum ersten und
zweiten Bewertungskriterium.

3D CNNS

Bei 3D CNNs werden in den Convolutional Layern 3D Convolutions, anstelle der sonst in
CNN eher genutzten 2D Convolutions, ausgeführt. Zu dieser Kategorie zählt [Bouwmans
et al., 2019] die Ansätze von [Sakkos et al., n. d.], [Yu et al., 2018] und [Akilan, 2018].
In [Sakkos et al., n. d.] wird eine Background Subtraction für eine Moving Object De-
tection entwickelt. Diese liefert gute Ergebnisse für RGB–Bilder. Allerdings besteht, wie
schon mehrfach erwähnt, das Problem, dass bei Ansätzen, die dafür konzipiert sind,
regungslose gestürzte Personen als Hintergrund gelten. Daher ist dieser aufgrund des
Widerspruches zum zweiten Bewertungskriterium für uns nicht geeignet.
Von [Yu et al., 2018] wird ein Ansatz zur Detektion relevanter Bewegung in Heimüber-
wachungsvideos umgesetzt. Dieser ist sehr schnell, auf einer Grafikkarte kann er ein
15 Sekunden Video in 4-8 ms analysieren, auf einer CPU werden 0, 17 − 0, 39 s benö-
tigt. Allerdings wird bei diesem Ansatz immer das komplette Video betrachtet, also in
ihrem Szenario 15 Sekunden Aufnahmen. Für unser Szenario ist dieser Ansatz daher
aus mehreren Gründen ungeeignet. Er ist nur für statische Überwachungskameras und
nur zur Detektion von Bewegungen, was, wie bereits mehrfach erwähnt, problematisch
ist. Zusätzlich könnte das Problem mit den 15 Sekunden Videos für Probleme sorgen.
Wenn die Person zu Beginn des Videos detektiert wird, kann der Roboter aufgrund sei-
ner Höchstgeschwindigkeit von 1 m/s zum Zeitpunkt der Analyse ungefähr 15 Meter von
der Person entfernt sein.
Der letzte Ansatz in dieser Kategorie ist von [Akilan, 2018]. Dieser Ansatz ist für eine
Moving Object Detektion, was, wie bereits beschrieben, gegen das zweite Bewertungs-
kriterium verstößt und ihn somit nicht nutzbar macht.

GANS

Die letzte Kategorie von [Bouwmans et al., 2019] sind GANs. In diese Kategorie haben
sie vier Ansätze eingeordnet. Allerdings haben sie zu zwei Ansätzen davon sehr wenige
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Informationen gefunden, daher werden nur die zwei Ansätze von [Bakkay et al., 2018]
und [Bahri et al., 2018] betrachtet.
Der Ansatz von [Bakkay et al., 2018] läuft mit 10 fps auf einem Intel i7 CPU, was unsere
Bedingungen erfüllt. Gleichzeitig weist es für die klassischen Probleme wie Kamera–
Zittern und dynamischen Hintergrund sehr gute Ergebnisse auf. Die Robustheit in Bezug
auf eine bewegte Kamera oder unbewegte beziehungsweise wenig bewegte Vordergrun-
dobjekte ist allerdings nicht ersichtlich. Die Nutzung des CDnet2014 Datensatz und der
geplante zukünftige Einsatz in einem Projekt für sichere Straßenquerungen lässt aller-
dings eher auf ein statisches Einsatzszenario und einen Fokus auf eine Moving Object
Detection vermuten. Daher ist er für unser Szenario entsprechend des ersten und zwei-
ten Bewertungskriteriums eher ungeeignet.
Bei dem Ansatz von [Bahri et al., 2018] ist das Ziel eine Moving Object Detektion zu
entwickeln. Dabei besteht, wie bereits mehrfach zuvor erwähnt, das Problem, dass in
unserem Szenario gestürzte Personen Vordergrund Objekte sein sollen. Damit besteht
ein Widerspruch zum zweiten Bewertungskriterium. Aus diesem Grund ist dieser Ansatz
ungeeignet für unser Szenario.

4.4.4 GEGENÜBERSTELLUNG/ZUSAMMENFASSUNG

Zur besseren Veranschaulichung der Ergebnisse der Recherche werden alle Ansätze in
Tabellenform gegenüber gestellt. Die klassischen Ansätze werden in der Tabelle A.1 und
die Deep–Learning Ansätze in der Tabelle A.2 im Anhang aufgelistet. Dabei wird die Eig-
nung, beziehungsweise Probleme, der Ansätze in Bezug auf die Bewertungskriterien aus
Abschnitt 4.4.1 gezeigt. Zur besseren Visualisierung wird eine Farbkodierierung genutzt.
Rot markierte Zellen sind kritische Probleme, die gegen das entsprechende Kriterium
klar verstoßen. Ein Beispiel dafür ist, dass Zellen, welche für die Nutzbarkeit bewegter
Kameras ein „nein“ enthalten, rot markiert sind, da dies ein kritisches Problem ist, wel-
ches den Ansatz für uns nicht nutzbar macht.
Orange markierte Zellen markieren Probleme, welche eventuell lösbar sind, aber auch
zu kritischen Problemen führen könnten. Beispiele dafür können die Nutzung von RGB–
Bildern sein oder die unklare Nutzbarkeit für bewegte Kameras.
Zellen, die Kriterien betreffen, welche bei der Betrachtung der Absätze in den beiden
vorherigen Abschnitten für diesen Ansatz nicht erwähnt wurden, werden mit einem „-“
markiert. Das unerwähnt lassen dieser Kriterien kann darauf zurückzuführen sein, dass
in der ursprünglichen Veröffentlichung dazu keine Informationen enthalten waren oder
dass der Ansatz aufgrund eines kritischen Verstoßes gegen ein anderes Kriterium nicht
weiter betrachtet wurde.
Beim Betrachten der Tabellen fällt auf, dass sehr viele der Ansätze Probleme mit be-
wegten Kameras haben. Eine Ursache dafür ist, dass sehr viele Ansätze nur für Über-
wachungsszenarien mit statischen Kameras bestimmt sind oder sie lediglich den CDnet
2014 Datensatz von [Y. Wang et al., 2014] nutzen. Auffällig ist auch, dass sehr viele der
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Deep–Learning Ansätze explizit für die Moving Object Detection gedacht sind und damit
nur die bewegten Personen in unseren Aufnahmen erkennen können. Es gibt nur wenige
Ansätze, die explizit für RGB–D–Bilder konzipiert worden sind, wobei eine Anpassung
dafür laut [Bouwmans et al., 2019] für viele der Deep–Learning Ansätze möglich wäre.
Zur Laufzeit der Ansätze ist festzustellen, dass es besonders bei den Deep–Learning
Ansätzen einige gibt, welche auf unserer Hardware wahrscheinlich nicht echtzeitlauffä-
hig sind.
Bei einer genaueren Betrachtung der Tabellen fällt auf, dass bei den Minimum Back-
ground Ansätzen die wenigsten kritischen Probleme zu finden sind. Der widerspruchslo-
seste in dieser Kategorie ist der von [Antonello et al., 2017].

4.5 ENTSCHEIDUNG FÜR DIE UMSETZUNG

Auf Basis der Ergebnisse der vorherigen Recherche ist eine Entscheidung zu treffen.
Dabei ist es wichtig einen Ansatz zu wählen, der möglichst wenige Reibungspunkte mit
unseren festgelegten Kriterien hat. Diese waren die Eignung für den Einsatz auf einem
mobilen Roboter, eine geringe Wahrscheinlichkeit dafür, eine gestürzte Person als Hin-
tergrund zu klassifizieren, die Fähigkeit RGB–D–Daten zu nutzen und eine Lauffähigkeit
mit mindestens 10 fps, ohne dafür besondere Hardware zu benötigen.
Eine der Feststellungen in der Gegenüberstellung war, dass Ansätze der Kategorie Mini-
mum Background die wenigsten kritischen Punkte haben. Die Ansätze sind für RGB–D–
Daten ausgelegt. Zusätzlich haben sie eine gewisse Ähnlichkeit mit der Vorverarbeitung
des Ansatzes von [Antonello et al., 2017] für die GPE. Daraus lässt sich schließen, dass
solche Ansätze für unser Szenario mit einem mobilen Roboter anwendbar sind. Zusätz-
lich ist eine Entfernung von Wänden, Decke und Boden, wie sie von [Fengliang Xu &
Kikuo Fujimura, 2003] vorgeschlagen wird, in unserem Szenario sehr günstig. In vie-
len Fällen wird dies der einzige Hintergrund sein, da auf den Gängen andere Objekte
eher selten sind. Damit sollte es nicht möglich sein, eine Person als Hintergrundobjekt
zu klassifizieren, da sie sich in der Form sehr von Ebenen wie Wänden unterscheidet.
Zusätzlich wird in keinem der Ansätze besondere Hardware, wie High End Grafikkarten,
erwähnt und [Antonello et al., 2017] zeigt, dass Ansätze dieser Art echtzeitfähig sein kön-
nen.
Ein zweiter Ansatz, der vielversprechend wirkt, sind die GANs. Allerdings wurden die da-
bei betrachteten Ansätze eher als Moving Object Detection konzipiert und sind deshalb
nicht sehr geeignet für Szenen, in denen die gestürzten Personen ruhig liegen.
Aus diesen Gründen wird für die Umsetzung der Ansatz des Minimum Background ge-
wählt.
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4.6 UMSETZUNG

Basierend auf der Entscheidung für die Umsetzung eines Minimum Background Ansat-
zes soll es in diesem Teil um die Implementation und Konzeptionierung eines Ansatzes
gehen. Dazu werden die Ansätze von [Antonello et al., 2017] und [Fengliang Xu & Ki-
kuo Fujimura, 2003] zur Orientierung genutzt. Daraus ergeben sich für uns die fünf in
Abbildung 4.9 gezeigten Arbeitsschritte. Dabei können die letzten beiden Schritte als
Filter–Schritt zusammengefasst werden.

Abbildung 4.9: Skizze Implementation der Backgroundsubtraction

Zum Datentransport wird im Projekt ein Containersystem genutzt, in welchem die Daten
mit einem Zeitstempel gespeichert werden. Dies bietet den Vorteil, dass für die Daten be-
kannt ist, wie aktuell sie sind und somit auch welches die aktuellsten Daten sind. Dieses
System, wie es auch im Klassifikator genutzt wird, soll zum Transport der Bild–Daten in
der Background Subtraction benutzt werden. Dies hat den Vorteil, dass einzelne Arbeits-
schritte in sogenannten Syncprozessoren abgearbeitet werden können. Ein Syncprozes-
sor überwacht einen oder mehrere Container, und wenn in diesen Container neue Daten
geschrieben werden, reagiert er und führt mit den Daten eine Aktion durch. In der Um-
setzung soll jeder der fünf in Abbildung 4.9 gezeigten Schritte in einem eigenen Syncpro-
zessor umgesetzt werden. Dies bietet den Vorteil, dass einzelne Schritte im Nachhinein
leichter ausgetauscht oder angepasst werden können, falls sich effizientere Algorithmen
oder Implementationen ergeben. Es muss dadurch nicht so sehr darauf geachtet werden,
dass die komplette Background Subtraction in weniger als 100 ms erfolgt, sondern nur
die Berechnung der einzelnen Schritte weniger als 100 ms benötigt. Dies wird dadurch
möglich, dass die Syncprozessoren parallel arbeiten können und so beispielsweise der
erste Prozessor schon ein neues Bild betrachten kann, während die anderen noch älte-
re Bilder bearbeiten. Ein weiterer Vorteil dieses Vorgehens ist ein übersichtlicherer Ge-
samtablauf. Diesen Vorteilen steht der Nachteil einer erhöhten Datenmenge gegenüber,
der aber durch die Vorteile aufgewogen wird.
Der erste Schritt aus Abbildung 4.9 wird im Abschnitt 4.6.1 genauer beschrieben.
Im zweiten Schritt werden Daten aussortiert, welche oberhalb von 0,7 Meter liegen und
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damit nicht im Suchbereich für gestürzte Personen auf Fluren in der Nacht sind. Die Um-
setzung dieses Schrittes wird in Abschnitt 4.6.2 beschrieben.
Im nachfolgenden Schritt werden mithilfe eines RANSAC–Algorithmus Ebenen in den
Daten gesucht und anschließend entfernt. Dadurch sollen Wände, die Bodenebene und
mögliche Objekte in den Gängen, welche von ihrer Form her keine gestürzte Person sein
können, entfernt werden. Auf die Implementation dieses Schrittes wird in Abschnitt 4.6.3
eingegangen.
Im Anschluss daran sollen in den letzten beiden Schritten die verbliebenen Daten so
gefiltert werden, dass Punkte mit wenigen Nachbarn beziehungsweise kleine Gebiete
entfernt werden. Diese Schritte werden in Abschnitt 4.6.4 beschrieben.
Nachdem die Arbeitsschritte feststehen, wird ein Konzept zur Visualisierung der Ergeb-
nisse dieser Schritte benötigt. Darauf wird in Abschnitt 4.6.5 eingegangen.

4.6.1 LIMITS DER KINECT

Die Limits des im Roboter genutzten Kameramoduls liegen, wie bereits in den Rahmen-
bedingungen (Abschnitt 4.3) erwähnt, bei 0,5 Metern als Minimaldistanz. Für die Maxi-
maldistanz gibt es verschiedene Angaben. Diese bewegen sich in einem Raum von 5
Metern, wie es in [Greff et al., 2012] angegeben wird, bis hin zu 8 Metern, welche laut
[Ashley, 2014] die Maximaldistanz ist, für welche die Sensoren Daten liefern. Um einen
Kompromiss aus diesen Angaben, dem Szenario und eigenen Beobachtungen zu fin-
den, beschränken wir die Tiefe auf 6,5 Meter, welches die Mitte zwischen der größten
und kleinsten Angabe ist. Daraus folgend empfiehlt es sich, Daten, welche außerhalb
dieses Bereiches liegen, nicht zu berücksichtigen.
Die Umsetzung dieses Schrittes ist daher recht simpel. Es wird für jedes Pixel betrach-
tet, welchen Distanzwert es hat und wenn dieser außerhalb dieser Limits liegt, wird er
verworfen, indem er mit einem Dummy–Wert überschrieben wird, mit welchem er in fol-
genden Schritten identifiziert werden kann.
Dieser Schritt ist nicht so aufwendig, dass dafür ein eigener Syncprozessor genutzt wer-
den muss. Dadurch ist es später einfacher, den Algorithmus für ein Kameramodul mit
anderen Limits anzupassen, da dazu nur dieser Syncprozessor ersetzt werden muss
und die restlichen Schritte davon unberührt bleiben.
In Abbildung 4.10 kann man ein Beispiel für die Arbeit des Moduls sehen. Dazu sind links
die Rohdaten und rechts das Ergebnis dieses Schrittes abgebildet. Dabei fällt auf, dass
nur einzelne Pixel betroffen sind.

4.6.2 HÖHENLIMIT

Da gestürzte Personen nicht in größeren Höhen innerhalb eines Bildes zu erwarten sind,
bietet es sich an, ein Höhenlimit einzuführen. Dieser Schritt wird auch von [Antonello et
al., 2017] vorgeschlagen, welche einen Grenzwert von 0,7 Metern nutzen. Da oberhalb
dieses Wertes keine gestürzten Personen zu erwarten sind, wird dieser Grenzwert auch
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Abbildung 4.10: Beispiel für die Kincet Limits

für unsere Umsetzung genutzt. Im Vergleich zum vorherigen Schritt ist in diesem die Um-
setzung aufwendiger.
Mithilfe des implementierten Kameramodells für unsere RGB–D–Daten, welches für je-
des Pixel einen Richtungsnormalenvektor gespeichert hat, ist es möglich, für jedes Pixel
einen Punkt im 3D Raum zu errechnen. Die Punkte werden durch die Skalarmultiplikation
des Richtungsnormalenvektoren mit den Distanzwerten der gültigen Pixel berechnet.
Allerdings ist dieses Koordinatensystem, in dem die Punkte liegen, noch nicht geeignet,
ein Höhenlimit umzusetzen, da der Koordinatenursprung im Zentrum der Kamera liegt
und durch die Neigung des Kameramoduls um die X–Achse rotiert ist. Dieses Problem
ist in Abbildung 4.11 skizziert.
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Abbildung 4.11: Skizze Koordinatensysteme von Roboter und Kamera

Zusätzlich liegt auch noch eine Rotation um die Y-Achse vor, welche in diesem Koordi-
natensystem die Höhe abbildet. Diese kann allerdings vernachlässigt werden, da diese
keinen Einfluss auf die Höhe eines Punktes hat.
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Daraus ergibt sich, dass die Punkte entsprechend dem Neigungswinkel des Kameramo-
duls um die X-Achse rotiert werden müssen. Im Anschluss daran muss noch der Offset
des Kameramoduls, also dessen Position am Roboter, berücksichtigt werden.
Nach diesen beiden Berechnungen können die Punkte, bei welchen ein Höhenlimit von
0.7 Metern an der Y-Achse überschritten wird, aussortiert werden.
Ein Beispiel wie sich dieser Schritt auf die Ergebnisse auswirkt, ist in Abbildung 4.12
zu sehen. Dazu sind links die Eingangsdaten dieses Schrittes und rechts seine Ergeb-
nisse abgebildet. Man erkennt, dass in diesem Schritt für gewöhnlich sehr viele Punkte
aussortiert werden.

Abbildung 4.12: Beispiel für das Höhenlimit

4.6.3 RANSAC

In diesem Schritt sollen die Bodenebene und Objekte, welche große Ebenen enthal-
ten und somit nicht Teil einer Person sein können, entfernt werden. Dazu bietet sich ein
RANSAC–Algorithmus an. Dieser wird klassisch dafür genutzt, ein Modell für Daten best-
möglich anzupassen. Dem Modell entsprechend werden dafür ein oder mehrere Punkte
zufällig aus den Daten ausgewählt. Mit diesen Punkten wird das Modell dann angepasst.
Im nächsten Schritt wird die Unterstützung des Modells berechnet, also wie viele Punkte
zu dem Modell passen. Dabei kann auch eine gewisse Fehlertoleranz beachtet werden,
also Punkte mit einer Abweichung, die kleiner als ein Grenzwert ist, werden als passend
gewertet. Diese 3 Schritte werden dann n-mal wiederholt und das Modell mit der höchs-
ten Unterstützung gespeichert.
Für unseren Anwendungsfall bietet sich die Hessesche Normalform für Ebenen als Mo-
dell an, wie es in Abbildung 4.13 skizziert ist. Da mit dieser der Fehlerwert, also Abstand
eines Punktes zur Ebene, sehr einfach und einheitlich berechnet werden kann.
Für die Konstruktion des Modells werden drei Punkte benötigt. Allerdings sollten diese

drei nicht vollkommen zufällig gewählt werden. Zum einen muss sichergestellt werden,
dass aus den drei Punkten eine Hessesche Normalform berechnet werden kann. Dazu
müssen es drei verschiedene Punkte sein und sie dürfen nicht auf einer Geraden lie-
gen. Zusätzlich sollte nur ein Punkt komplett zufällig gewählt sein, um möglichst sinnvolle
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Abbildung 4.13: Skizze Hessesche Normalform

Ebenen konstruieren zu können. Sind alle drei Punkte komplett zufällig, kann es pas-
sieren, dass diese in mehreren zu entfernenden Ebenen im Raum verteilt sind und eine
höhere Wahrscheinlichkeit für eher schlechte Modelle besteht. Daher wird nur ein Punkt
vollkommen zufällig gewählt. Die beiden anderen werden unter Berücksichtigung der an-
deren Bedingungen so gewählt, dass sie in einem bestimmten Radius um den ersten
Punkt liegen, sofern dies möglich ist. In unserer Umsetzung ist dieser Radius mit 0,25
gewählt, da dieser die Wahrscheinlichkeit erhöht, auch Ebenen im kleineren Rahmen zu
finden, wie beispielsweise Schränke.
Die Tiefenbilder besitzen eine Auflösung von 512×424 Pixeln. Daraus ergeben sich im
Maximalfall 217 088 Punkte. Dies ist eine sehr große Zahl und würde wahrscheinlich
dazu führen, dass die Laufzeitziele nicht erreichbar sind. Aus diesem Grund wird von
[Kurban et al., 2015] vorgeschlagen die Auflösung des Bildes zu reduzieren. In unserem
Fall wird dies dadurch erreicht, dass wir in der unteren rechte Ecke des Bildes starten
und aus 3×3 Pixelfeldern nur den mittleren Punkt zur Punktwolke hinzufügen, der Schritt
ist in Abbildung 4.14 skizziert.

Abbildung 4.14: Skizze Reduzierung der Punkte

Als Nächstes ist es wichtig die Implementation des Algorithmus zu betrachten. Von [Kur-
ban et al., 2015] wird dafür eine Implementation aus der Point Cloud Library von [Rusu
& Cousins, 2011] genutzt. Diese ist allerdings in C++ implementiert und bei der von uns
angestrebten Java Implementation schwieriger zu integrieren. Daher war es notwendig,
eine Alternative zu finden, welche mit OpenIMAJ von [Hare et al., 2011] gefunden wurde.
Diese bietet ein Grundgerüst für eine RANSAC–Implementation, welche durch eigene
Modelle und Fehlermodelle ergänzt wird und so sehr gut auf das Szenario angepasst
werden kann.
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Nachdem feststeht, wie die Implementation erfolgen soll, wird es notwendig, den letzten
Parameter des RANSAC festlegen. Dabei handelt es sich um die Anzahl der Wieder-
holungen der zufälligen Auswahlschritte. Dieser wurde von [Kurban et al., 2015] auf 50
gesetzt, für unsere Implementation haben wir uns hingegen für den Wert von 100 ent-
schieden, da dieser beim Testen zuverlässigere Ergebnisse geliefert hat.
Mit feststehenden Rahmenbedingungen für den RANSAC–Algorithmus kann der Auf-
bau des Syncprozessors für diesen Schritt betrachtet werden. Für diesen wird im ersten
Schritt eine Punktwolke, wie beschrieben, erzeugt. Darauf wird anschließend der RAN-
SAC–Algorithmus angewendet und die gefundenen Ebenen entfernt, solange die Unter-
stützung des gefundenen Modells oberhalb eines Grenzwertes liegt. Der Grenzwert wird
in unserer Implementation relativ bestimmt, er hängt also von der Größe der Punktwolke
ab. Er wird so lange angewendet bis die Unterstützung größer als 1

10 der Punktwolke ist.
Um eine sehr häufige Wiederholung zu verhindern und eine gewisse verbleibende An-
zahl an Punkten garantieren zu können, wird eine Mindestunterstützung festgelegt, bei
welcher die Wiederholung abgebrochen wird. Dieser Wert ist auf 50 definiert.
Ein Beispiel für die Arbeit des RANSAC–Algorithmus kann man in Abbildung 4.15 sehen.
Dazu sind links die Eingangsdaten dieses Schrittes und rechts die Ergebnisse abgebil-
det. Dabei erkennt man, dass sehr viele Punkte innerhalb der Ebene aus der Punktwolke
entfernt werden, aber weiterhin vereinzelte Punkte der Ebene, welche nicht ausreichend
von dem mit dem RANSAC berechneten Modell unterstützt werden, erhalten bleiben.

Abbildung 4.15: Beispiel für den RANSAC

4.6.4 FILTER

Der Filter ist teilweise von der bisherigen Lösung mit Differenzbildern, wie sie auch in
[Brose, Erzgräber et al., 2019] beschrieben wird, übernommen. Aus Gründen der Lauf-
zeit der einzelnen Schritte wird dieser Schritt auf 2 Syncprozessoren aufgeteilt.
Im ersten Syncprozessor wird aus den Ergebnissen des vorherigen Schrittes eine Boolean–
Gridmap erstellt. Eine Zelle in dieser hat den Wert true, wenn das Pixel zum Vordergrund
zählt, und false, wenn sie zum Hintergrund zählt. Im Anschluss daran werden die positi-
ven Flächen auf der Karte sechsmal erodiert. Dabei werden alle Zellen mit dem Wert true
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auf false gesetzt, welche nicht mindestens fünf Nachbarn in einer Moore–Nachbarschaft
haben, die auch den Wert true haben. Die Ergebniskarte wird dann zweimal dilatiert. Da-
zu wird für alle Zellen mit false Wert geprüft, ob sie mindestens fünf Nachbarn mit true
als Wert haben. Gilt das, wird der Wert der Zelle auf true gesetzt. Im Anschluss daran
wird für alle Zellen mit true als Wert geprüft, ob es einen gültigen Wert im RGB–D–Bild
gibt, falls nicht wird die Zelle auf false gesetzt.
Im zweiten Syncprozessor wird auf die Karte aus dem ersten Schritt noch ein Floodfill–
Algorithmus angewendet, um Flächen aus Zellen mit true Werten auf der Karte zu finden
und Flächen unter einer bestimmten Größe zu entfernen. Im Anschluss wird auf Basis
eines Floodfills die Zahl der verbliebenen Flächen ermittelt. Diese kann im Klassifakator
als Schätzwert für die Anzahl an Clustern genutzt werden.
In Abbildung 4.16 ist ein Beispiel für die Arbeit des Filters abgebildet. Dazu sind links die
Eingangsdaten für den Filter und rechts die Ergebnisse, welche auch dem Ergebnis der
gesamten Background Subtraction entsprechen, abgebildet. In diesem Beispiel sieht man
wie die vielen einzelnen Punkte erfolgreich entfernt werden, ohne dass die größeren Flä-
chen davon betroffen sind, so erkennt man im vorderen Bereich die erfolgreich extrahirte
Person, während im hinteren Bereich kleinere Objekte mit unregelmäßigen Oberflächen
erhalten sind.

Abbildung 4.16: Beispiel für den Filter

4.6.5 VISUALISIERUNG DER ERGEBNISSE

Bei der Visualisierung gibt es zwei Punkte, die zu betrachten sind. Der Erste wäre, die Er-
gebnisse der Background Subtraction und ihren einzelnen Schritte erkennbar zu machen.
Das ist im Rahmen dieser Arbeit wichtig und nützlich, im Kontext der gesamten GPE aller-
dings eher ein Debugging Tool. Der Zweite ist im Kontext der GPE wichtiger. Dabei sollen
im Anschluss an die Klassifikation die einzelnen Cluster auf dem Bild markiert werden
können. Dies ist erstrebenswert, da es hilfreich seien kann, wenn der Bildbereich, in wel-
chem die gestürzte Person ist, hervorgehoben werden kann. So wird es für das Personal
einfacher, die gestürzte Person auf dem Bild zu erkennen.
Beide Punkte können durch einen Ansatz gelöst werden. Dieser besteht darin eine Da-
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tenstruktur einzuführen, welche eine Verbindung zwischen den 3D Koordinaten und den
Pixel–Koordinaten herstellt. Mit dieser Datenstruktur kann die Visualisierung der Daten
der Punktwolke für die einzelnen Schritte wieder als Tiefenbild rekonstruiert werden. Die-
ses kann dann zur Visualisierung der Ergebnisse genutzt werden.
Für die Lokalisierung der Cluster in den Bildern eignet sich diese Methode auch, da da-
mit für jedes Cluster die Grenzen ermittelt werden können und somit der zu markierende
Bereich.
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5 ERGEBNISSE

In diesem Kapitel werden die Ergebnisse der Umsetzung der Background Subtraction
betrachtet und bewertet. Im Abschnitt 5.1 wird die Laufzeit der einzelnen Schritte der
Umsetzung betrachtet. Daran schließt sich die Betrachtung von Metriken zum Vergleich
der Umsetzung mit anderen Ansätzen an. Dem schließt sich in Abschnitt 5.3 ein Vergleich
mit dem idealen Ergebnis an. Als Nächstes wird im Abschnitt 5.4 der neue Ansatz und
dem bisherigen Ansatz verglichen. Zum Abschluss wird ein Fazit mit den Stärken und
Schwächen der Umsetzung in Abschnitt 5.5 gezogen.

5.1 LAUFZEIT

Damit die Umsetzung die Rahmenbedingungen für die Laufzeit erfüllt, welche in Abschnitt
4.3 festgelegt wurden, müssen die einzelnen Schritte in weniger als 100 ms abgeschlos-
sen werden. Um dieses zu überwachen, wurde für jeden Schritt die Zeit gespeichert,
während ein Datensatz mit 935 Bildern betrachtet wurde. Die Ergebnisse sind in Abbil-
dung 5.1 zu sehen.

Abbildung 5.1: Laufzeiten der einzelnen Schritte

Da es anhand eines Diagramms nicht so einfach ist Durchschnittswerte und Extremwerte
abzulesen, werden diese in Tabelle 5.1 zusammengefasst.
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Minimale
Laufzeit

Maximale
Laufzeit

Durchschnitte
Laufzeit

Kinect 0 ms 24 ms 1,71 ms
Höhe 46 ms 208 ms 65,88 ms
RANSAC 13 ms 161 ms 52,42 ms
Filter 1 37 ms 437 ms 40,1 ms
Filter 2 8 ms 104 ms 13,32 ms

Tabelle 5.1: Tabelle mit Laufzeitgrenzwerten

Wenn man die Ergebnisse betrachtet, fällt auf, dass bis auf sehr wenige Ausnahmen
das Laufzeitziel von weniger als 100 ms pro Schritt erreicht wird. Die durchschnittliche
Laufzeit liegt in jedem Schritt deutlich unter der anvisierten Zeit von 100 ms. Lediglich
bei Filter 1 kommt es im ersten Durchlauf zu einer sehr starken Abweichung von diesem
Zielwert. Dies hängt allerdings damit zusammen, dass in diesem Schritt der Speicher-
platz für die Gridmaps allokiert wird. Dabei handelt es sich um einen einmaligen Vorgang
zu Beginn, weshalb dies für die gesamte Betrachtung nicht von Bedeutung sein sollte.
Erkennbar ist auch, dass die Kinect Limits eine sehr geringe Laufzeit haben, so dass sie
nicht notwendigerweise einen eigenen Syncprozessor benötigt hätten. Die Entscheidung
dafür wurde getroffen, da so der Code besser zu warten ist. So ist es beispielsweise
möglich, das Kameramodul auszutauschen, und es müssten nur die Limits angepasst
werden, die restliche Implementation würde unberührt bleiben.

5.2 METRIKEN UND VERGLEICH MIT ANDEREN ANSÄTZEN

Um die Umsetzung besser bewerten und mit anderen vergleichen zu können, werden
Metriken benötigt. Eine weitverbreitete Metrik ist der F1–Score. Dieser wird von einigen
der im Abschnitt 4.4 betrachteten Ansätzen genutzt. Dafür wird für jedes Pixel betrachtet,
ob dieses richtig als Vordergrund (TP), falsch als Vordergrund (FP), falsch als Hintergrund
(FN) oder richtig als Hintergrund (TN) klassifiziert wurde. Daraus kann dann der F1–Score
wie in Formel 5.1 berechnet werden.

F1 =
TP

TP + 1
2(FP + FN)

(5.1)

Diese Metrik hat allerdings auf die Anwendung für diesen Ansatz mehrere Probleme, die
dafür sorgen, dass sie nicht so gut geeignet ist. Zum einen würden nicht mehr die Bil-
der als Ganzes betrachtet, sondern die einzelnen Pixel. Das Problem dabei ist, dass der
Kontext innerhalb des Bildes verloren geht. Dieser ist allerdings für die geplante Anwen-
dung sehr wichtig, da die Background Subtraction als Vorverarbeitung für einen anderen
Klassifikator gedacht ist. So ist die Aussage, wie viele Pixel korrekt klassifiziert wurden,
nicht so aussagekräftig für die Funktionsweise, da durch den Score nicht deutlich wird,
wie gut diese Ergebnisse für die Weiterverarbeitung geeignet sind. So kann beispielswei-
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se ein Ergebnis, in welchem 20 % der Pixel der Person falsch klassifiziert sind, für den
Klassifikator nutzbarer sein als eines, in welchem nur 10 % der Pixel falsch klassifiziert
sind, diese aber beispielsweise die Person unterteilen, so dass sie in zwei Cluster einge-
teilt werden würde, welche nicht gut klassifizierbar sind. Außerdem kann ein Ergebnis, in
welchem ein Hintergrundobjekt nicht korrekt entfernt werden konnte, ein gutes Ergebnis
sein, wenn die Person trotzdem in einem Stück enthalten ist. Dieses Hintergrundobjekt
würde in diesem Fall als eigenes Cluster betrachtet und als keine Person klassifiziert
werden. Ein anderes Problem dabei ist, dass man zum Prüfen der Ergebnisse mit dieser
Metrik die perfekten Ergebnisse benötigt. Diese müssten in unserem Fall für den Daten-
satz erst erzeugt werden. Dies ist für 935 Bilder im Datensatz allerdings sehr aufwendig.
Ein weiterer Punkt ist, dass nur Ergebnisse mit einer Metrik verglichen werden können,
wenn die Ansätze mit den selben Daten getestet wurden. Dies ist für sehr viele der in
Abschnitt 4.4 beschriebenen Verfahren nicht möglich, da diese in großen Teilen andere
Eingangsdaten nutzen, beziehungsweise die Datensätze, die sie nutzen, für unser Sze-
nario wenig aussagekräftig sind.
Grundlegend ist es sehr schwierig, eine Metrik für unser Szenario zu finden, welche feste
Grenzwerte hat, da das Ziel ist Daten zu erzeugen, mit welchen der Klassifikator arbeiten
kann. Dafür muss alles was eine Person sein könnte, als Vordergrund klassifiziert wer-
den, und alles, was keine Person sein kann, als Hintergrund. So wäre lediglich denkbar,
einen Score zu nutzen, welcher nur das Gebiet um die tatsächliche Person betrachtet.
Dabei ergibt sich erneut das Problem mit dem Aufwand. Dazu müssten die perfekten Er-
gebnisse aus 935 Bildern händisch erstellt werden und zusätzlich die Bereiche um die
Person für jedes Bild bestimmt werden. Dies würde den Aufwand erneut deutlich erhö-
hen, ohne dabei eine gut geeignete Metrik zu haben.
Um aber dennoch einen Vergleich zu perfekten Ergebnissen zu haben wäre es möglich,
einige Bilder anzupassen und sie dem Ergebnis gegenüber zu stellen, wie dies in Ab-
schnitt 5.3 vorgenommen wird.
Ähnliches gilt für den Vergleich mit dem bisherigen Ansatz, welcher im Abschnitt 5.4
getätigt wird. Dabei ist zu bedenken, dass der bisherige Ansatz nur mit einer Referenz-
aufnahme funktioniert. Würde man die Kamera in dem Szenario im Vergleich zur Refe-
renzaufnahme drehen oder den Roboter bewegen, wäre das Ergebnis des bisherigen
Ansatzes unbrauchbar.

5.3 VERGLEICH MIT IDEALEM ERGEBNIS

In diesem Abschnitt wird betrachtet, wie gut sich die Umsetzung im Bezug zu einer idea-
len Lösung verhält. Dafür wurden drei Szenen ausgewählt. Alle Szenen sind durch das
Platzieren von Personen auf dem Boden in dem Szenario, welches in Abbildung 5.2 als
RGB–Bild zu sehen ist, erzeugt.
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Abbildung 5.2: RGB Bild des Szenarios, in dem die Szenen erstellt wurden

Für den Vergleich werden im Folgenden die Rohdaten dem idealen Ergebnis und dem er-
reichten Ergebnis gegenübergestellt. Dafür sind in den Abbildungen 5.3, 5.4 und 5.5 links
die Rohdaten, in der Mitte die idealen Ergebnisse und rechts die mit der Background Sub-
traction erreichten Ergebnisse abgebildet. Die idealen Ergebnisse wurden dafür händisch
erstellt. Dazu wurde das Bild der Rohdaten genutzt. In diesem wurden dann alle Stellen,
außer der Person, als Hintergrund markiert. Dieses Verfahren ist ziemlich aufwendig.

Abbildung 5.3: Vergleich mit idealem Ergebnis Szene 1

Beim Betrachten der Szene in Abbildung 5.3 fällt auf, dass nahezu die komplette Per-
son erhalten ist. Allerdings sind auch noch sehr große Gebiete erhalten, welche nicht
zur Person gehören beziehungsweise keine Person sind. Bei diesen Regionen handelt
es sich hauptsächlich um Areale, welche unter dem Fenster lokalisiert sind. In diesem
Bereich befinden sich in der Szenerie sehr viele kleine Objekte, welche nachts auf Fluren
in Pflegeeinrichtungen in dieser Menge eher nicht zu erwarten sind. Zusätzlich würde der
Klassifikator im Anschluss daran diese als keine Person klassifizieren. Gleichzeitig ist die
Gesamtzahl der Punkte stark reduziert worden und große Flächen, wie die Bodenebene,
wurden entfernt. Daher ist dieses Ergebnis positiv zu bewerten.
In der zweiten Szene, welche in Abbildung 5.4 zu sehen ist, ist das Ergebnis ähnlich
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Abbildung 5.4: Vergleich mit idealem Ergebnis Szene 2

gut wie bei der Ersten. Dabei fällt aber auch auf, dass hier Teile der Bodenebene nicht
entfernt werden konnten. Dennoch wurde der Hauptteil der Bodenebene entfernt, ins-
besondere im Umkreis der Person. Somit würde wieder ein Ergebnis geliefert werden,
mit welchem der Klassifikator arbeiten kann. In dieser Szene ist zu beachten, dass die
Gardinen geöffnet sind und damit sehr starke Beleuchtungseffekte auftreten.

Abbildung 5.5: Vergleich mit idealem Ergebnis Szene 3

In der dritten Szene befindet sich die Person weiter entfernt von der Kamera, das Ergeb-
nis ist aber ähnlich gut wie bei den beiden vorherigen. Die Person wurde nicht entfernt
und ist in großen Teilen erhalten. Allerdings konnten hier die kleinen Objekte nicht gut
entfernt werden. Dennoch ist es ein Ergebnis, mit welchem der Klassifikator gut arbeiten
könnte.
Daraus kann man schließen, dass die Ergebnisse für unser Szenario gut geeignet sind,
da sie für den Klassifikator brauchbare Daten liefern und die Punktanzahl stark reduziert
wurde. Zusätzlich wird nahezu die komplette Person erhalten.

5.4 VERGLEICH MIT BISHERIGER UMSETZUNG

In diesem Abschnitt werden die Ergebnisse aus dem bisherigen Ansatz mit denen der
Background Subtraction verglichen. Dafür werden dieselben drei Szenen betrachtet wie
beim Vergleich mit dem idealen Ergebnis in Abschnitt 5.3. In den Abbildungen 5.6, 5.7
und 5.8 sind dafür links erneut die Rohdaten, in der Mitte die Ergebnisse mit dem bishe-
rigen Ansatz und rechts die Ergebnisse der Background Subtraction zu sehen.
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Abbildung 5.6: Vergleich mit bisherigem Ergebnis Szene 1

In Abbildung 5.6 erkennt man, dass der bisherige Ansatz mit Referenzbildern mit kleine-
ren Objekten nahezu kein Probleme hat. Allerdings ist er sehr anfällig für Änderungen
im Vergleich zur Referenzaufnahme. Dies erkennt man beispielsweise an den Gardinen
im Hintergrund. Eine andere Region, in dem dies sehr auffällt, ist rechts von der Person.
Durch geschlossene Gardinen ist die Beleuchtung anders als in der Referenzaufnahme,
so wurde ein sehr großes Bodenareal falsch klassifiziert. Gegen diese Probleme ist der
neue Ansatz nicht anfällig und benötigt keine Referenzaufnahme mehr.

Abbildung 5.7: Vergleich mit bisherigem Ergebnis Szene 2

In Abbildung 5.7 ist ein nahezu perfektes Ergebnis im Vergleich zum idealen Ergebnis
erreicht worden. Lediglich die Gardinen haben eine leicht andere Position als in der Re-
ferenzaufnahme. In diesem Fall liefert das bisherige Verfahren ein besseres Ergebnis.

Abbildung 5.8: Vergleich mit bisherigem Ergebnis Szene 3

In der dritten Szene in Abbildung 5.8 erkennt man erneut im hinteren Bereich die Stärken
der bisherigen Umsetzung. Im vorderen Bereich erkennt man allerdings auch die Anfäl-
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ligkeit für leichte Veränderungen in der Szene durch Beleuchtung oder Bewegung von
Objekten im Vergleich zur Referenzaufnahme.
Diese drei Szenen zeigen, dass der neue Ansatz dem Bisherigen in Bezug auf die Ro-
bustheit gegenüber Kamerabewegungen und Veränderungen der Szene deutlich überle-
gen ist. In Bezug auf kleinere Objekte ist er in einem statischen Szenario anfälliger. Im
Gegensatz zu dem bisherigen Ansatz ist der Neue auch für mobile Kameras nutzbar und
daher auch in Bezug auf unser Szenario deutlich besser geeignet.

5.5 FAZIT

In diesem Abschnitt soll ein Fazit über die Umsetzung gezogen werden. Dabei ist es hilf-
reich einen Überblick über die Fähigkeiten und positiven Eigenschaften der entwickelten
Background Subtraction zu geben. Diese Fähigkeiten sind:

• Die Verarbeitung von RGB–D–Daten in brauchbare Daten für den Klassifikator der
GPE.

• Die Entfernung eines Großteils des Hintergrundes.

• Die gestürzten Personen bleiben nahezu komplett erhalten.

• Die Unabhängigkeit von Referenzaufnahmen.

• Die Anwendbarkeit für bewegte Kameras.

• Die Verarbeitung der Daten mit einer Bildrate von 10 fps.

• Die Hardware–Anforderungen entsprechen den Möglichkeiten des Roboters.

• Eine gut wartbare Implementation, die den einfachen Austausch einzelner Schritte
ermöglicht.

Es sollten auch die Schwächen und negativeren Eigenschaften betrachtet werden. Diese
wären:

• Hintergrundobjekte mit unebener Oberfläche können nicht entfernt werden.

• Gebiete mit sehr vielen Hintergrundobjekten werden nicht zuverlässig entfernt.

• Die gesamte Analyse eines Bildes ist erst nach bis zu 500 ms abgeschlossen.

• Der RANSAC–Algorithmus findet nicht immer gute Ebenen zum Entfernen.

• Die Schwächen des Kameramoduls können sich auf die Ergebnisse auswirken.

Beim Vergleich der positiven mit den negativen Punkten fällt auf, dass die Positiven über-
wiegen. Die ersten beiden negativen Punkte sind zwar nicht optimal, allerdings ist der
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Klassifikator der GPE in der Lage, solche Objekte zuverlässig als Nicht–Person zu klas-
sifizieren. Das Problem im dritten Punkt ist dadurch entschärft, dass gleichzeitig mit den
verarbeiteten Daten das Infrarotbild der Szene weitergegeben wird. Somit ist sicherge-
stellt, dass die Person sicher auf dem korrekten Bild lokalisiert werden kann und dieses
für die Alarmierung des Personals genutzt werden kann.
Lediglich die letzten beiden Punkte sind nicht so einfach zu entschärfen. Beim Ersten
kann es passieren, dass der RANSAC keine guten Ergebnisse bei der Suche nach Ebe-
nen findet und sie entsprechend nicht entfernen kann. Dieses Problem tritt selten auf, ein
Beispiel für das Auftreten ist in Abbildung 5.9 zu sehen. Für dieses kann der Klassifikator
der GPE mithilfe des Cluster–Verfahrens aber auch ein Ergebnis liefern. Er muss dafür
allerdings mehr Cluster prüfen.

Abbildung 5.9: Beispiel nicht gutes Ergebnis

Der zweite Punkt ist, dass auch schon bei vorherigen Schritten gewisse Probleme und
Anfälligkeiten des Kameramoduls aufgefallen sind. Die Probleme sind eine Anfälligkeit
für sehr starke Beleuchtungseffekte, wie beispielsweise die Sonne, die durch ein Fenster
auf glatte Oberflächen fällt. Ein Beispiel für dieses Problem, welches auch in den Infra-
rotbildern auftritt, ist in Abbildung A.1 im Anhang zu sehen. Dabei kann man erkennen,
dass bei sehr starker Beleuchtung im RGB–D–Bild in den betroffenen Gebieten keine
zuverlässigen Ergebnisse ermittelt werden konnten.
Das zweite Problem des Kamaramoduls ist, dass für manche Oberflächen keine zuverläs-
sigen beziehungsweise keine RGB–D–Daten ermittelt werden können. Die beiden Sze-
narien in Abbildung A.2 im Anhang lassen vermuten, dass es sich dabei um schwarze
Oberflächen handelt. Allerdings kann es nicht nur an der Farbe liegen, da für andere
schwarze Objekte gültige Werte ermittelt werden konnten. Dieses Problem kann sehr
kritisch sein, falls eine gestürzte Person nur Kleidung mit solchen Eigenschaften trägt,
könnte sie möglicherweise in den RGB–D–Daten nicht sichtbar sein.
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6 AUSBLICK

In diesem Kapitel soll ein Ausblick auf die Zukunft der Arbeit gegeben werden. Eine
der ersten Aufgaben wäre die Background Subtraction und den Klassifikator gemein-
sam zu testen. Diese Tests sollten nicht nur unter Laborbedingungen, sondern auch in
der geplanten Einsatzumgebung stattfinden. In dem Zusammenhang wird es ferner auch
wichtig, eine Schnittstelle zur Weitergabe der Ergebnisse an die Kommunikationszentra-
le beziehungsweise Steuerungszentrale zu schaffen, um die Ergebnisse mit gestürzten
Personen an das Pflegepersonal weiterleiten zu können.
Zudem bieten sich Überlegungen an, die zur Reduzierung der Ungenauigkeit und Anfäl-
ligkeit gegenüber der im Abschnitt 5.5 genannten Probleme führen können. So wäre es
sinnvoll zu testen, welche Faktoren für die erwähnten Probleme mit dem Kameramodul
verantwortlich sind und ob diese abgestellt werden können. Zusätzlich ist zu prüfen, wie
stark diese Effekte im gewählten Einsatzszenario auftreten. Starke Sonneneinstrahlung
ist nachts auf dem Flur einer Pflegeeinrichtung eher nicht zu erwarten, aber es ist wichtig
herauszufinden, ob die Beleuchtung vor Ort ähnliche Effekte verursacht.
Zusätzlich bieten sich Überlegungen an, wie die Genauigkeit weiter erhöht werden kann.
Eine Möglichkeit wäre die Nutzung von 3D Karten, wie es beispielsweise von [Wengefeld
et al., 2016] beschrieben wird. Aktuell werden im Projekt allerdings noch keine 3D Karten
genutzt, daher musste diese Möglichkeit vorerst verworfen werden. Dahingehend wäre
es notwendig 3D Kartierungsalgorithmen zu testen, zu validieren und gegebenenfalls zu
implementieren. Die erstellten 3D Karten können dann genutzt werden, um statische Ob-
jekte und Wände zu entfernen und die Genauigkeit zu erhöhen. Anstelle von 3D Karten
könnte man auch versuchen, auf Basis der 2D Karten und der Roboterposition Wände
und statische Hindernisse zu entfernen.
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ANHANG

Abbildung A.1: Anfälligkeit des Kameramoduls für bestimmte Oberflächeneigenschaften

Abbildung A.2: Anfälligkeit des Kameramoduls für starke Beleuchtung
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THESEN

• Eine Background Subtraction ist eine effiziente Methode, um interessante Areale
für eine GPE zu finden.

• Eine Background Subtraction kann für ein Szenario mit mobilem Roboter genutzt
werden.

• Eine Background Subtraction kann ohne Referenzaufnahme arbeiten.

• Eine Background Subtraction kann auch unbewegte Personen als Vordergrund be-
trachten.
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