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ABSTRAK 

Kerusakan pada permukaan jalan seperti jalan berlubang sering kali mengganggu pada transportasi darat, 

bahkan dapat menyebabkan kecelakaan. Dengan adanya deteksi jenis kerusakan jalan secara otomatis, dapat 

mempermudah proses klasifikasi jenis kerusakan jalan dengan menggunakan citra dari hasil klasifikasi sistem 

yang selanjutnya dapat digunakan sebagai informasi pendukung pada perhitungan perbaikan jalan. Pada 

penelitian ini untuk identifikasi citra kerusakan jalan digunakan teknik segmentasi active contour model berbasis 

level set kemudian diklasifikasikan dengan metode support vector machine. Berdasarkan hasil pengujian, dengan 

menggunakan 58 data set dengan 12 jenis kerusakan jalan, didapatkan hasil akurasi dari metode ini adalah 

sebesar 87,93%. 

Kata Kunci: active contour, jenis kerusakan jalan, pengolahan citra digital, support vector machine, klasifikasi. 

 

ABSTRACT 

Road damage is a serious problem because it often occurs everywhere. Damage to the road surface, such as 

potholes, often disrupts land transportation, and can even cause accidents. With the automatic detection of road 

damage types, it can simplify the process of classifying the types of road damage by using images from the results 

of the classification system which can be used as supporting information in calculating road repairs. In this study, 

to identify road damage types by images, the active contour model segmentation technique is used based on the 

level set and then classified by the support vector machine method. Based on the test results, using 58 data sets 

with 12 types of road damage, the accuracy of this method is 87.93%. 

Key words: active contour, road damage type, digital image processing, support vector machine, classification.  
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PENDAHULUAN 

Kerusakan jalan yang sering terjadi saat 

ini merupakan permasalahan yang kompleks 

dan sangat merugikan pengguna jalan saat 

berkendara seperti waktu tempuh yang lama, 

kemacetan, kecelakaan lalu lintas dan 

sebagainya (Mohan dan Poobal 2018). Jalan 

dalam hal ini merupakan prasarana transportasi 

darat yang mencakup semua bagian jalan, 

termasuk maupun bagian pelengkap dan 

peralatan yang ditujukan untuk lalu lintas yang 

berada di permukaan tanah. 

Kondisi jalan yang sering dilalui oleh 

kendaraan dengan volume lalu lintas yang 

tinggi dapat mengurangi kualitas permukaan 

jalan, sehingga terjadi kerusakan jalan. Menurut 

Manual Pemeliharaan Kerusakan Jalan Bina 

Marga No. 03/MN/B/1983 jenis kerusakan 

jalan meliputi (Yudaningrum dan Ikhwanudin 

2017): 

1. Retak (cracking). 

2. Distorsi. 

3. Cacat permukaan (disintegration). 

4. Pengausan (polished aggregate). 

5. Kegemukan (bleeding or flushing). 

6. Penurunan dalam penanaman utilitas. 

Kantor Dinas Pekerjaan Umum (DPU) 

menjelaskan faktor penyebab lamanya proses 

perbaikan jalan karena proses pencatatan dalam 

kondisi kerusakan jalan masih dilakukan secara 

manual. Proses pendeteksian dan pencatatan 

secara manual oleh tenaga manusia bisa 

memakan waktu 1-2 minggu per 1 km 

pencatatan jalan, belum lagi tingkat akurasi 

yang rendah. Pengenalan otomatis citra 

kerusakan jalan selalu menjadi masalah klasik 

di bidang rekayasa informasi lalu lintas dan 

pengenalan pola, dan telah menarik perhatian 

luas bagi para peneliti terkait. Penelitian tentang 

pengenalan otomatis citra kerusakan perkerasan 

jalan di dunia terutama berfokus pada perangkat 

keras sistem akuisisi citra perkerasan, namun 

pengolahan gambar 2D kerusakan perkerasan 

telah menjadi topik penelitian yang menantang, 

yang terdiri dari 3 aspek: segmentasi, ekstraksi 

fitur, dan klasifikasi (Wang at al. 2019). 

Algoritma tunggal sulit untuk diterapkan pada 

deteksi jenis kerusakan jalan, karena deteksi 

kerusakan jalan memiliki masalah yang 

kompleks seperti: (1) kontras yang rendah 

antara retakan dan perkerasan di sekitarnya; (2) 

intensitas ketidakhomogenan di sepanjang 

retakan; dan (3) kemungkinan bayangan dan 

gangguan lainnya dengan intensitas yang sama 

dengan retakan. Beberapa sistem hibrida 

dirancang dalam bidang ini untuk memasukkan 

manfaat dari berbagai algoritma (Zou et al. 

2012; Zhang, Cao and Zhao 2017). (Zou et al. 

2012) telah mengeksplorasi deteksi retakan 

otomatis untuk citra perkerasan, menggunakan 

algoritma penghilangan bayangan geodesik 

untuk menghilangkan bayangan, pemungutan 

suara tensor untuk mendapatkan peta 

probabilitas retak, dan model grafik untuk 

mewakili benih dari peta sampel. Penelitian 

Zhang et al. (2017) and Sari dkk. (Sari, Prakoso, 

and Baskara 2019) telah mengusulkan 

pendekatan kasar ke halus yang efisien dan 

andal untuk deteksi retak perkerasan aspal, 

yang mengintegrasikan metode thresholding 

adaptif, wilayah kepercayaan, dan algoritme 

pengembangan wilayah baru. Fungsi energi 

ACM  (Nguyen, Kam, dan Cheng 2018; Basuki 

and Ramadijanti 2017; Chambon dan Moliard 

2011) ditetapkan berdasarkan karakteristik 

retakan intensitas, tepi, tekstur, dll, ACM dapat 

dianggap sebagai kerangka umum dan fleksibel. 

Secara umum, masalah yang ada dalam metode 

tersebut di atas dapat diselesaikan sampai batas 

tertentu dengan ACM. Prasanna dkk. (2012) 

merancang algoritma klasifikasi berbasis 

histogram dan menggunakannya bersama 

dengan SVM untuk mendeteksi retakan pada 

permukaan dek beton; hasil pada data jembatan 

menyoroti perlunya meningkatkan akurasi 

prediksi praktis. Hoang and Nguyen  (2018) 

membandingkan algoritma klasifikasi 

menggunakan machine learning, hasil 

menunjukkan bahwa SVM telah mencapai 

tingkat akurasi klasifikasi tertinggi (87,50%), 

diikuti oleh Jaringan Syaraf  Tiruan (84,25%), 

dan Random Forest (70%). Gavilan at al. (2011) 

membuat sistem deteksi keretakan jalan 

menggunakan Support Vector Machine (SVM), 

hasilnya classifier berbasis SVM linier dapat 

membedakan antara 10 jenis perkerasan yang 

muncul di jalan-jalan Spanyol. Metode berbasis 

SVM yang memperhitungkan informasi piksel 

ketetanggaan baru-baru ini diperkenalkan oleh 

Sari dkk. (Sari, Prakoso, and Baskara 2019). 

Terinspirasi oleh keberhasilan ACM untuk 

tugas segmentasi citra dan SVM pada metode 
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klasifikasi maka diusulkan deteksi jenis 

kerusakan jalan menggunakan ACM bersama 

metode klasifikasi SVM. 

 

METODOLOGI 

Penelitian ini telah dilakukan langkah-

langkah klasifikasi kerusakan jalan sebagai 

berikut. 

 
Gambar 1. Alur klasifikasi kerusakan jalan 

Gambar 1. adalah alur atau langkah-

langkah dalam klasifikasi kerusakan jalan. Data 

primer yang telah diambil akan diolah terlebih 

dahulu dengan persamaan ukuran 256x256 

piksel. Data kemudian di segmentasi dengan 

active counter untuk mendapatkan area citra 

jalan rusak, setelah segmentasi kemudian 

ekstraksi fitur untuk mendapatkan ciri dari 

piksel – piksel pada citra. Data set yang 

diperoleh dari ekstraksi fitur akan dibagi 

menjadi data latih dan data uji. Data latih 

digunakan untuk mendapatkan model 

klasifikasi. Metode klasifikasi menggunakan 

SVM dengan modifikasi kernel. Setelah model 

didapatkan dengan kernel yang tepat maka data 

latih digunakan untuk melihat hasil akurasi dari 

model yang diterapkan. Alur detail dari alur 

klasifikasi kerusakan jalan dapat diuraikan 

sebagai berikut. 

Pengambilan Data 

Penelitian ini dilakukan di daerah Sungai 

Lulut Jalan Martapura Lama Kabupaten Banjar. 

Adapun apa yang dilakukan dalam penelitian 

ini meliputi: 

1. Pengambilan data di jalan Martapura Lama 

2. Data yang diambil adalah data citra dengan 

melakukan observasi secara langsung ke 

lapangan. 

3. Citra jalan yang diambil adalah kerusakan 

jalan daerah Jalan Martapura Lama. 

4. Citra kerusakan jalan yang diteliti ada 12 

jenis kerusakan jalan. 

Adapun hardware (perangkat keras) 

seperti: 

1. Komputer atau laptop, dengan spesifikasi 

minimum Core i5, RAM 4GB. 

2. Kamera ponsel Samsung A3 2015 8 MP. 

3. Kabel data. 

Sedangkan software (perangkat lunak) 

yang digunakan seperti: 

1. Microsoft Excel 

2. Microsoft Windows yang mendukung 

Matlab R2018a 

3. Matlab R2018a 

Pengolahan Data 

Data citra yang telah diperoleh sebanyak 

186 citra. Proses dilakukan menggunakan 

aplikasi Matlab R2018a. Proses data akan 

dibuat dengan memberikan gambaran tentang 

penerapan metode active contour untuk 

segmentasi, untuk ekstraksi fitur menggunakan 

Grey Level Co-occurrence Matrix (GLCM), 

sedangkan untuk metode klasifikasinya 

menggunakan SVM diterapkan untuk akurasi 

data citra kerusakan jalan. 

Dalam pengolahan data ini dibagi dua 

bagian, yaitu memproses data latih terlebih 

dahulu dan kemudian melakukan pengolahan 

data uji. Adapun tahapan bagaimana proses 

dilakukan pada citra kerusakan jalan sehingga 

hasil yang diinginkan sesuai dengan tujuan 

penelitian, tahapannya sebagai berikut: 

1. Mengelompokkan data citra kerusakan jalan 

menjadi data latih dan data uji. Sampel data 

citra dibagi sesuai dengan kategori jenis 

kerusakan jalan yang terjadi. Ada 12 jenis 

data kerusakan jalan berdasarkan kategori 

yang digunakan untuk proses pengolahan 

data sebagaimana ditunjukkan pada gambar 

2. 

Pengolahan data 

Segmentasi Active Countour 

Ekstraksi Fitur GLCM 

Klasifikasi SVM Kernel  

Data uji Data latih 

Model 

Hasil Akurasi 
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Gambar 2. Jenis-jenis citra kerusakan jalan 

2. Pemprosesan data citra berupa tahap    

pengkodean menggunakan aplikasi Matlab 

R2018a.  

Proses Segmentasi 

Pada pemrosesan citra, data yang telah 

diolah dipisah untuk menjadi data uji dan data 

latih. Data latih digunakan untuk melatih 

metode untuk mendapatkan model. Tahap 

proses data dimulai dari mengkonversi citra 

RGB ke grayscale.  

Sebelum segmentasi, data di set dengan 

ukuran 256 x 256 piksel terlebih dahulu. Active 

contour adalah berupa kurva yang dinamis yang 

dapat bergerak karena pengaruh internal dan 

external force, yang mana kurva tersebut akan 

menuju pada tepi dari objek yang diinginkan. 

Langkah pertama dilakukan adalah 

dengan melakukan inisialisasi kurva yang dekat 

dengan objek, kemudian kurva tersebut 

bergerak menuju tepi dari objek tersebut. 

Bentuk dari kurva akan menyesuaikan dengan 

sendirinya dengan bentuk dari tepi objek itu, 

walaupun bentuk dari tepi tersebut tidak 

beraturan. Kurva akan berhenti mengembang 

bergerak jika kurva tersebut telah membungkus 

mengelilingi objek tersebut. Tujuan dari active 

contour adalah membentuk sebuah model 

active contour dengan waktu dan biaya yang 

minimal dalam melakukan segmentasi, dan 

dapat bekerja dengan baik tanpa adanya 

informasi dari image tersebut sehingga dapat 

melakukan segmentasi terhadap objek yang 

diharapkan, sedangkan objek yang lain akan 

dibuang (Tyagi 2018). 

Formulasi active contour dirumuskan 

seperti pada persamaan (1) 
F1(C) + F2(C) = ∫ |

𝑐
µ0 – c1|2 𝑑𝑥 𝑑𝑦+  ∫ |

𝑐
µ0 – c1|2 

𝑑𝑥 𝑑𝑦……………………………………………………………………..(1) 

 Pada kasus yang sederhana, C0 adalah 

minimizer dari fitting term. 
inf
𝑐

 {F1(C) + F2(C)} ≈ 0 ≈ F1(C0) + F2(C0)………(2) 

 Pada active contour without edge, akan 

meminimalkan fitting term dan menambahkan 

beberapa regulasi term, seperti panjang dari 

kurva C dan luas dari region di dalam C. 
F(c1,c2,C) = µ . Length (C) + v . Area (inside(C))  

 +  ∫ |
𝑐

µ0 (x,y)– c1|2 𝑑𝑥 𝑑𝑦 + ∫ |
𝑐

µ0 (x,y)– c2|2 

𝑑𝑥 𝑑𝑦……………………………………………………………………..(3) 

Dimana panjang kurva dirumuskan: 
Panjang busurnya:  

∫ √1 + (𝑦1)
𝑐

2 𝑑𝑥…………………………..……(4) 

Luas area dirumuskan : 

L= 
1

2
 ∫ (𝑥 𝑑𝑦 − 𝑦 𝑑𝑥)

𝑐
 = 

1

2
∫ (𝑥 𝑦1 − 𝑦 )𝑑𝑥

𝑐
………(5) 

Jadi formulasi active contour 

F(c1,c2,C) =  ∫ √1 + (𝑦1)
𝑐

2 𝑑𝑥 + 
1

2
 ∫ (𝑥𝑦1 − 𝑦) 𝑑𝑥

𝑐
 

+  ∫ |
𝑐

µ0 (x,y)– c1|2 𝑑𝑥 𝑑𝑦 + ∫ |
𝑐

µ0 (x,y)– 

c2|2 𝑑𝑥 𝑑𝑦………………………………………..(6) 
Hasil dari kontur akhir, beberapa titik 

dari crack juga terdeteksi. Dengan demikian, 

beberapa perbaikan dapat dilakukan lebih lanjut 

untuk mencapai hasil yang memuaskan. 

Biasanya pasca pengolahan dilakukan 

berdasarkan luas wilayah suatu wilayah. 

Ambang batas ukuran area diatur ke 300 dalam 

penelitian ini. Jika ukuran area lebih kecil dari 

ambang batas, area tersebut dianggap Metode 

level set (Hao at al. 2017). Metode level set 

merupakan metode numerik umum untuk 

perubahan di garis depan yang digunakan dalam 

evolusi permukaan serta perubahan topologi. 

Dalam level set ini, masalah diidentifikasi 

dalam dimensi yang lebih tinggi. Level set 

berfungsi seperti ini: 
z = (x, y,t = 0)……………………………………………..…..(7) 

Kolom (x,y) berisi kontur, dan z=signed. 

Nilai transformasi jarak, (nilai negatif jika 

kontur ditutup, dan nilai positif jika berada di 

luar kontur). Memindahkan kontur berarti 

memindahkan tugas pengaturan level set,   

(x,y,t) ke atas maupun ke bawah. Seperti 

Gambar 3. di bawah ini. 
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Gambar 3. Transformasi gerakan pada level set 

Kontur ini didefinisikan sebagai zero 

level set. Zero level set yang diatur setiap saat 

adalah permukaan level set yang diiris berwarna 

merah. Seiring waktu, level set permukaan 

selalu berubah pada zero level set baru dapat 

dibentuk dan didefinisikan sebagai suatu kontur 

baru. Untuk menggerakkan permukaan pada 

level set adalah sebagai berikut: 

1. Mendefinisikan medan kecepatan F, yang 

menjelaskan perpindahan contour terhadap 

waktu. Ini juga tergantung aplikasi yang 

digunakan terutama yang fisik seperti 

waktu, posisi, normal, curvature, image 

gradient magnitude. 

2. Membangun initial value untuk fungsi level 

set yaitu  (x, y,t = 0) , yang tergantung pula 

terhadap posisi awal dari contour. 

3. Mengatur nilai terhadap waktu, yaitu 

contour pada saat t didefinisikan oleh  (x(t), 

y(t),t) = 0 

sebagai noisy yang secara otomatis dihilangkan.  

Code proses segmentasi: 
mask = zeros(size(imgInput)); 

mask(25:end-25,25:end-25) = 1; 

bw = active contour 

(imgInput,mask,300); 

Gambar 4 menunjukkan hasil dari active 

contour (b) citra kerusakan jalan (a). 

 

 
(a) (b) 

Gambar 4. Proses active contour 

 

 

Proses Ekstraksi Fitur 

Proses selanjutnya adalah ekstraksi fitur 

dengan metode untuk pengambilan matriks 

GLCM dengan menggunakan graycomatrix 
GLCM = 

graycomatrix(imgAC,'Offset',[0 2; 

-2 2; -2 0; -2 -2]); 

Data-data yang diperlukan pada tabel 

ekstraksi untuk output yaitu contrast, 

correlation, dissimilarity, energy, dan entropy 

ditunjukkan pada Tabel 1. 

Tabel 1. Hasil GLCM 
 0 45 90 135 

Contrast 1.8424 2.0089 1.4055 1.9286 

Correlation 0.7047 0.6772 0.7747 0.6901 

Dissimilarity 0.8158 0.8802 0.6566 0.8.426 

Energy 0.0970 0.0921 0.1104 0.0934 

Entropy 2.8628 2.9109 2.7319 2.8926 

 

Pembagian Data 

 Proses klasifikasi perlu pembelajaran 

terlebih dahulu untuk mendapatkan model 

klasifikasi. Pembelajaran pada komputer 

memerlukan data latih. Data latih digunakan 

untuk menemukan model yang sesuai dengan 

data agar menghasilkan akurasi yang baik. Dari 

data set yang telah diperoleh perlu dibagi 

menjadi data latih dan data uji. Data uji 

digunakan pada model yang telah didapatkan 

dari pelatihan data latih. Total data pada 

penelitian ini adalah 186 data citra dengan 

pembagian data latih sebanyak 128 data citra 

dan data uji sebanyak 58 data citra. 

Klasifikasi SVM 

SVM merupakan pembelajaran yang 

menggunakan hipotesis bentuk sebuah fungsi 

linier dalam ruang fitur dimensi tinggi, pada 

teori optimisasi yang dilatih dengan sebuah 

algoritma pembelajaran. Teori belajar statistik 

berdasar teori optimasi implementasi learning 

bias. SVM merupakan seperangkat metode 

pembelajaran mesin pada teori statistik Vladmir 

Vapnik (Kartal and Cebi 2013). Metode SVM 

adalah salah satu metode yang digunakan untuk 

memilih variabel dan proses klasifikasi data 

(Umadevi and Marseline 2018). Teknik 

pemecahan masalah menggunakan metode 

SVM dilakukan dengan menentukan suatu 

hyperplane terbaik. Hyperplane adalah sebuah 

fungsi untuk pemisah antar dua kelas. SVM 

dapat melakukan proses generalisasi untuk 
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menentukan pola tertentu berdasarkan data uji 

dan data latih. SVM juga cepat dalam 

menyelesaikan problem karena memiliki 

struktur yang sederhana.  

 SVM akan diterapkan terlebih dahulu 

pada data latih dengan modifikasi kernel C dan 

gamma untuk merancang model klasifikasi 

untuk diterapkan pada data citra kerusakan 

jalan. Setelah didapatkan kernel yang sesuai 

maka model tersebut akan diterapkan untuk 

data uji untuk mendapatkan hasil akurasi. 

 

HASIL DAN ANALISIS 

Dari proses pengolahan ke klasifikasi 

citra kerusakan jalan, total data sebanyak 186 

data dengan total data latih yang digunakan 

adalah sebanyak 128 citra data latih sedangkan 

total data uji yang digunakan adalah sebanyak 

58 data uji. Pelabelan data dapat dilihat pada 

Tabel 2. 

Tabel 2. Label jenis kerusakan jalan. 

Jenis Kerusakan Label 

Retak kulit buaya (Alligator Cracking) A 

Keriting (Corrugation) B 

Amblas (Depression) C 

Edge Cracking D 

Joint Reflection Cracking E 

Penurunan bahu pada jalan (Lane) F 

Retak memanjang dan melintang 

(Longitudinal & Transverse Cracks) 

G 

Tambalan pada galian utilitas H 

Lubang (Potholes) I 

Alur (Rutting) J 

Sungkur (Shoving) K 

Pelepasan butir (Weathering / Raveling) L 

Hasil Segmentasi 

Sampel hasil active contour dari setiap 

label dapat dilihat pada Tabel 3. 

 

 

 

 

 

 

 

 

 

 

Tabel 3. Hasil segmentasi dengan active contour 

Label Citra Asli Hasil 

Segmentasi 

A 

  

B 

  

C 

  

D 

  

E 

  

F 

  

G 

  

H 

  

I 

  

J 

  

K 

  

L 
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Hasil Klasifikasi  

Klasifikasi menggunakan metode SVM.  

dengan setingan nilai c=100 dan gamma =1. 

Dari 58 data set uji, terdapat 7 data yang error 

atau hasil klasifikasi dari metode SVM yang 

diterapkan tidak sesuai dengan ground truth  

atau hasil pelabelan sebenarnya yang dilihat 

dengan mata manusia. Contohnya data 1 hasil 

dari klasifikasi metode diusulkan adalah retak 

kulit buaya (Alligator Cracking) atau label A 

berbeda dengan label sebenarnya (ground truth) 

yaitu Keriting (Corrugation). Kesalahan 

klasifikasi menggunakan metode yang 

diusulkan lebih banyak pada label A atau retak 

kulit buaya (Alligator Cracking) 

 Hasil data set yang memiliki hasil 

berbeda antara ground truth dan hasil klasifikasi 

dapat dilihat pada Tabel 4. 

Tabel 4. Hasil klasifikasi yang tidak sesuai dengan 

Ground Truth 

No Hasil 

Klasifikasi 

Ground 

Truth 

1 A B 

2 J C 

3 A F 

4 B G 

5 A I 

6 A I 

7 A L 

Hasil Evaluasi 

Evaluasi digunakan menentukan akurasi 

dan hasil klasifikasi dengan menghitung data uji 

dan data latih oleh kelas. Metode evaluasi 

kinerja SVM yang digunakan dalam penelitian 

ini adalah classification accuracy, classification 

accuracy merupakan ukuran suatu ketepatan 

dari kejadian-kejadian yang diinginkan. 

Adapun persamaan dari classification accuracy 

terdapat pada persamaan 8. 

Classification Accuracy = 
TP+TN

TP+FP+FN+TN
……………..(8) 

Persamaan 8 menggunakan nilai yang 

ditentukan pada confusion matriks, confusion 

matriks ialah klasifikasi sesungguhnya dan 

untuk memprediksi sebuah sistem klasifikasi. 

Adapun pengertian dari istilah pada 

Persamaan 8 untuk proses evaluasi 

menggunakan confusion matriks 2x2, sebagai 

berikut: 

1. TP=jumlah nilai positif yang terklasifikasi 

positif. 

2. TN=jumlah nilai negatif yang terklasifikasi 

negatif. 

3. FP=nilai negatif yang terklasifikasi positif. 

4. FN=nilai positif yang terklasifikasi negatif. 

Pada kasus klasifikasi 3 kelas, proses evaluasi 

menggunakan confusion matriks 3x3. Adapun 

confusion matriks 3x3 ditunjukan pada Tabel 5. 

Tabel 5. Confusion matriks 3x3 

Confusion 

Matriks 

Predicted Class 

Truth1 Truth2 Truth3 

Actual 

Class 

Pred1 C1,1 C1,2 C1,3 

Pred2 C2,1 C2,2 C2,3 

Pred3 C3,1 C3,2 C3,3 

Pengertian dari istilah pada Persamaan 

17 juga digunakan untuk proses evaluasi 

menggunakan confusion matriks 3x3, sebagai 

berikut: 

1. TP = C1,1 + C1,2 + C1,3 

2. TN = (C1,1 + C2,2) + (C1,1 + C3,3) + (C2,2 

+ C3,3) 

3. FP = (C2,1 + C3,1) + (C1,2 + C3,2) + (C1,3 

+ C2,3) 

4. FN = (C1,2 + C1,3) + (C2,1 + C2,3) + (C3,1 

+ C3,2) 

Jumlah nilai data benar (Pred) 

merupakan data uji kelas yang menggunakan 

klasifikasi dan hasilnya sama dengan kelas data 

sesungguhnya (Truth). Sedangkan nilai prediksi 

total adalah jumlah total catatan oleh kelas atau 

dari semua data uji yang dilakukan. 

Dari seluruh hasil pada pengujian sistem 

maka klasifikasi yang didapatkan untuk proses 

pengujian akurasi dengan tiap-tiap jenis 

kerusakan jalan yang dirincikan pada sebuah 

Tabel 6. 
Tabel 6. Hasil seluruh pengujian sistem 

D
at

a 
S

eb
en

ar
n

y
a 

(g
ro

u
n
d
 t

ru
th

) 

Hasil Sistem 

 A B C D E F G H I J K L 

A 5 0 0 0 0 0 0 0 0 0 0 0 

B 1 4 0 0 0 0 0 0 0 0 0 0 

C 0 0 4 0 0 0 0 0 0 1 0 0 

D 0 0 0 4 0 0 0 0 0 0 0 0 

E 0 0 0 0 5 0 0 0 0 0 0 0 

F 1 0 0 0 0 3 0 0 0 0 0 0 

G 0 1 0 0 0 0 4 0 0 0 0 0 

H 0 0 0 0 0 0 0 5 0 0 0 0 

I 2 0 0 0 0 0 0 0 3 0 0 0 

J 0 0 0 0 0 0 0 0 0 5 0 0 

K 0 0 0 0 0 0 0 0 0 0 5 0 

L 1 0 0 0 0 0 0 0 0 0 0 4 

Dapat dilihat perbandingan data 

sebenarnya atau ground truth (warna hijau) 

berbanding dengan hasil klasifikasi (warna 

biru) dari sistem dengan metode yang diusulkan 
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memiliki hasil data sebanyak 51 (warna kuning) 

data bernilai benar antara hasil sistem sesuai 

dengan ground truth. Data error atau data 

sebenarnya/ground truth berbeda dengan hasil 

sistem metode diusulkan berjumlah 7 data 

(warna merah). Rincian hasil akurasi tiap label 

disajikan pada Tabel 7. 

Tabel 7. Rincian hasil akurasi tiap label 

No Jenis Kerusakan Label Akurasi 

1 Retak kulit buaya  A 50% 

2 Keriting  B 75% 

3 Amblas  C 100% 

4 Edge Cracking D 100% 

5 Joint Reflection 

Cracking 
E 

100% 

6 Penurunan bahu pada 

jalan 
F 

100% 

7 Retak memanjang 

dan melintang  
G 

100% 

8 Tambalan pada 

galian utilitas 
H 

100% 

9 Lubang  I 100% 

10 Alur  J 83,33% 

11 Sungkur  K 100% 

12 Pelepasan butir  L 100% 

 Akurasi rendah terdapat pada label A 

atau jenis retak buaya. Hasil seluruh pengujian 

sistem dapat dilanjutkan untuk proses pengujian 

akurasi, sehingga tingkat keakuratan dari sistem 

bisa dihitung sebagai berikut:  

Classification Accuracy = 
TP

Total Dataset
 x 100 % 

 

          = 
51

58
 x 100 %  

 

          =  87,93% 

Perhitungan di atas didapat tingkat keakuratan 

hasil klasifikasi SVM menggunakan ekstraksi 

fitur GLCM dan segmentasi active contour 

adalah 87,93%. 

Hasil pengujian pada aplikasi deteksi 

jenis kerusakan jalan menggunakan ACM dan 

metode SVM, diperoleh kesimpulan bahwa dari 

pengujian yang didapat hasil dengan akurasi 

sebesar 87,93% maka, dapat dikatakan dari 

aplikasi yang telah dibuat mampu dan dapat 

digunakan dalam menentukan klasifikasi jenis 

kerusakan jalan yang telah dipilih. Sehingga 

dari aplikasi yang telah dibuat dapat 

mempermudah proses klasifikasi jenis 

kerusakan jalan dengan menggunakan citra dan 

dari hasil klasifikasi sistem nantinya bisa 

digunakan sebagai informasi pendukung untuk 

perhitungan perbaikan jalan. 

KESIMPULAN DAN SARAN  

Kesimpulan 

Kesimpulan dari penelitian ini Analisis 

kinerja metode yang diusulkan diukur dengan 

confusion Hasil akurasi dari pengujian sebesar 

87,93%. Hasil tersebut dapat diartikan bahwa 

metode segmentasi active contour dengan 

klasifikasi SVM dapat diterapkan pada 

klasifikasi jalan rusak berbasis pengolahan citra 

digital. 

Kesalahan klasifikasi terbanyak terjadi 

pada retak kulit buaya (Alligator Cracking) 

yaitu sebanyak 5 data. Pola dari retak buaya 

memiliki ciri kemiripan dengan pola kerusakan 

jalan yang lain seperti Keriting (Corrugation), 

Penurunan bahu pada jalan (Lane), Retak 

memanjang dan melintang (Longitudinal & 

Transverse Cracks), Pelepasan butir 

(Weathering / Raveling) menurut metode yang 

diusulkan. 

 

Saran 

Saran untuk pengembangan penelitian 

dengan menggunakan metode-metode lain 

sehingga proses segmentasi ataupun ekstraksi 

fitur dapat memberikan hasil yang lebih baik 

pada klasifikasi. 
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