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초록

글로벌 제조업체들은 제품의 품질을 확보하기 위한 많은 노력에도

불구하고,다양한원인에의한생산불량은지속해서발생한다.생산불량

제품이 소비자에게 전달될 경우 이것은 직접적인 비용 이외에도 브랜드

이미지를일순간에실추시켜기업경영에타격을줄수있는중요한문제

이다.

최근딥러닝기술의발전으로제조현장에서이상탐지(anomaly de-

tection)기반의 많은 연구가 이루어지고 있다. 그러나 최근 연구된 관련

연구를 살펴보면 주로 비전(vision)검사를 통한 제품의 표면 결함을 다루

거나진동데이터를이용해생산설비의상태검사에관한연구가대부분

이다. 그러나 이러한 방식은 소리를 다루는 오디오 제품에 적용하기에는

적합하지않다.또한하루에수백,수천개를생산하는제조업에서제품의

품질검사에센서를부착하기위해서는많은시간과비용이소요된다.

본 연구는 단일 음향 센서로 측정한 스피커 출력데이터와 합성 곱

신경망을 활용하여 원시 오디오 신호에서 직접 표현을 학습하는 소리 분

류에대한종단간접근방법을제시한다.조립결함의분류작업과관련된

다양한필터를학습하기위해 7개의컨볼루션레이어가사용된다.데이터

셋은 여러 대의 스피커에서 출력데이터를 통해 수집되었으며, 일부 스피

커 출력에서 학습한 지식이 다른 스피커 결함 여부를 판단 할 수 있음을

보였고,평균정확도 99%를달성하는것으로나타났다.제안하는조립결

함감지기법은기존의 2D표현을입력으로사용하는대부분의방식보다

높은 성능을 보인다. 또한, 다른 아키텍처에 비해 적은 수의 매개변수를

가지고있어,실시간제품품질검사에효율적이다.

i



본연구를통해제조현장에서 TV,차량용 AVN과같이스피커가탑

재된제품에대한조립공정불량률을감소시켜줄것으로기대한다.

주요어 : 딥러닝,이상탐지,불량검출,합성곱신경망

학번 : 2020-21071
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제 1장

서론

1.1 연구배경

제조업체들은 글로벌 시장에서 경쟁력을 키워나가기 위해 인건비,

공급비용,간접비,재료비등비용절감을위한많은노력을하였다.그러

나 이러한 방식은 가격 경쟁력은 확보하였으나 반대로 품질에 대한 문제

점들을노출하였다.일례로도요타리콜사태를들수있다.

당시도요타는글로벌경쟁에서생존하고자전사적인원가절감에사

활을걸었다.하지만그에대한반대급부로설계부터조립까지이르는모

든 과정에서 품질관리를 소홀히 하게 되었고, 그 결과로 2009년 도요타

자동차는 가속 페달 문제를 시작으로 결함 부위와 대상 차종이 점차 확

대됨에 따라 창사 최악의 리콜 사태를 맞이하게 되었다. 2010년 2월 전

세계에서 리콜 및 수리 대상이 도요타의 2009년 일본판매 대수에 필적

하게되었다 [1].직접적인리콜및수리비용이외에도기업이오랜세월

동안쌓아온브랜드이미지를일순간에무너뜨리고기업을존폐에위기에

빠지게만든대표적인사례이다.

오늘날 이와 같은 기업들의 행보는 변화하고 있다. 미래 지향적인

기업은품질에높은가치를부여하고성장과수익성을대체할수있는경

로를 모색하였다. 새로운 프로세스와 기술의 개발로 기업은 품질과 수익

창출에 중점을 두고 자동화되고 연결된 공장을 운영한다. 그러나 제조업

의 생산 과정에서 품질을 확보하기 위한 위와 같은 노력에도 불구하고,

1



다양한 원인(부품결함 및 누락, 조립 불량 등)으로 인하여 불량제품은 지

속해서 발생한다. 대부분의 불량의 원인인 휴먼 에러는 제조 공정의 자

동화에따라발생빈도가현저하게줄어들었으나,기계로대체할수없는

공정설비는여전히존재한다.

필연적으로 발생하는 불량을 검출할 목적으로 컴퓨터 비전을 활용

한 검출기가 제조 현장에 적용되어 불량 제품이 시장으로 유출되는 것을

최소화하고있다.하지만생산되는제품의구조및크기에따라카메라혹

은렌즈의시야각이나오지않거나,작업자에의해가려지는등이미지의

편차가발생하게되고이는검출률을떨어뜨리게원인이된다.또한제조

라인에서는 생산모델이 변경되면서 길면 몇달이지만 빠르면 하루 이틀

단위로도 라인을 조정하게 되는데 그때마다, 이미지를 촬영하는 카메라

의 위치를 조정함으로써 검사 환경 변화되는 것은 검출기 신뢰성 문제를

야기한다.현재의비전검사기로는다양한제품구조에활용하기어렵고,

특히 오디오 제품에 적용할 경우 제품의 특성상 비전 검사만으로는 제품

의가장중요한부분인음향에대한부분을커버할수없다.따라서오디오

제품군의경우음향을기반으로하는별도의품질검사방법이필요하다.

스피커는진동을통해서전기적신호를소리로바꾸는장치로제품이

동작하는 동안 스피커에 의해서 제품 전체가 구조적으로 진동하게 된다.

조립과정에서흡음재가누락되거나스크류가느슨하게조여져서부품의

고정력이 약한 경우 스피커의 진동에 의해 부품이 떨리게 되고, 이것은

음질을떨어뜨리는요소가된다.

과거의오디오제품군의경우제품의동작과관련된시스템및앰프

를구성하는회로부품이스피커와분리되어있어스피커진동에의해회

로부품들이영향을받지않았다.그러나최근오디오제품의소형화추세

에의해회로부품이챔버(chamber)주변에위치함에따라스피커진동에
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의해주변부품이떨리게되어소음발생가능성이매우높아지게되었다.

하지만조립과정에서발생하는미세불량은비전검사기로는검출이어려

워전문시험원의청취검사에의존하고있다.그러나사람에의존한검사

방법은고도로훈련된노동력이필요할뿐만아니라,일관되지않은검사

결과가 발생할 가능성이 높아 효율적이지 못하다. 이런 문제를 해결하기

위해음향제품군에맞는적합한검사모델설계가필요하다.

표 1:구문및약어

약어 구문

ASC Acoustic scene classification

CNN Convolutional neural network

DNN Deep neural network

FC Fully connected network

FFT Fast fourier transform

MFCC Mel-frequency cepstral coefficient

MSE Mean squared error

PCA Principal component analysis

STFT Short-time fourier transform

SVM Support vector machine

3



1.2 접근

이상 탐지(Anomlay detection)는 이상치라고 하는 예상 동작과 일치

하지 않는 비정상적인 패턴을 식별하는 데 사용되는 기술이다 [2]. 이상

탐지 기술은 라벨 여부에 따라 지도학습, 준 지도 학습, 비지도 학습으로

나누어지며 [3]금융 [4],의료 [5],소셜네트워크서비스 [6],산업 [7, 8, 9]

등다양한분야에적용되고있다.

산업 분야의 이상 탐지 에 대한 글로벌한 방법론은 진동 기반의 이

상탐지기법으로,진동데이터를통해모니터링대상의상태를파악한다.

이러한방법은가속도센서에서취득한데이터를처리함으로써베어링과

같은회전기계에대한상태를비롯하여손상위치,손상정도를파악하는

것을 목적으로 한다. 이러한 진동 기반의 기계학습 알고리즘은 두 가지

과정을 거치는데 특징추출(feature extraction)과 분류(classification) 과정

이다.

고전적인 특징 추출 과정은 수작업으로 특징을 추출하여 분류하였

으나, 이러한 방식은 정상과 비정상을 구분하는 최적의 특징을 추출하기

어렵고,연산비용이들어실시간검사시스템에효과적이지않다.이러한

문제에대한해결책으로종단간학습(end-to-end learning)방법이제시되

었다 [9, 10]. 종단 간 학습은 입력에서 출력까지 하나의 파이프라인으로

데이터입력에서출력까지사람의개입없이판별특성표현을학습한다.

진동기반의이상탐지방법은공정설비의상태검사에많은연구가

진행되었으나, 이와 같은 방법은 제조업의 제품 품질 검사 공정에 적용

하기에는 비효율적이다. 진동데이터는 한 개 이상의 가속도 센서에 의해

획득되는데,하루에도수백에서수천개를생산하는제품에센서를부착

하는것은큰비용을발생시키고생산효율을떨어뜨린다.
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이연구는조립결함에의해발생하는오디오불량을검출하려는방

법으로 음향 데이터를 기반으로 하는 방법론을 제안한다. 음향 데이터는

단일음향센서에의해획득되며,음향센서는제품에부착하는방식이아

닌제품외부에배치함으로써라인에서추가적인공정이발생하지않도록

한다.센서에의해획득된원시신호에대한데이터기반식별을목적으로

한다.제안된방법은원시오디오신호를종단간학습방법으로처리하여

유형별불량을분류및감지하기위해딥러닝에크게의존한다.불량검출

범위는 조립에 의해 발생하는 불량 중 소음을 발생 시켜 음질에 영향을

주는것을대상으로하며,음질이아닌부팅불량같은시스템문제,혹은

무선성능저하와같은기능성불량은본연구에서다루지않는다.

1.3 연구보고서구성

2장에서 합성 곱 신경망 아키텍처와 데이터 부족 문제를 해결하기

위한 방법으로 전이 학습, 데이터 증강에 대해 소개한다. 그 뒤 시작 감

지기법과음향장면분류연구에대해개관한다. 3장에서는조립결함에

대해 정의하고, 종단 간 1D 합성 곱 신경망 방법론을 제안한다. 또한 아

키텍처 구조 및 데이터 증강 기법 등 실험에 적용하고자 하는 방법론에

대한 내용을 다룬다. 4장에서는 앞서 기술된 문제를 해결하기 위한 실험

방법및평가를진행하며마지막장에서는결론과향후연구방안에대해

정리한다.
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제 2장

관련연구

본장에서는본연구보고서의바탕이되는배경지식과관련된연구

들에관해소개한다. 1절에서본연구의기본구조인합성곱신경망에관

해설명한다.이어서 2절과 3절에서는산업분야에서데이터부족문제를

해결하려는 방안으로 전이 학습과 데이터 증강에 대해 차례로 소개한다.

4절에서 음향 데이터의 이벤트 시점을 감지할 수 있는 시작 감지 기법에

관해설명한후마지막절에서음향장면분류와관련된연구흐름을소개

한다.

2.1 합성곱신경망

합성 곱 신경망(CNN)은 데이터 처리하기 위한 특수한 종류의 신경

망으로시각시스템의구조에서영감을받았다 [11].합성곱신경망은일

반적으로 입력층(input layer), 제한된 수의 완전히 연결된 은닉층(hidden

layer) 그리고 출력층(output layer)으로 구성되어있다. 이런 CNN 구조는

본질적으로 다층 퍼셉트론의 확장으로 볼 수 있지만, 컨볼루션 신경망은

컨볼루션과 풀링 작업에서 차이점을 보인다. 일반적인 신경망은 입력층

의 각 뉴런은 은닉층의 뉴런에 연결되는 반면에 컨볼루션 신경망에서는

입력영역뉴런의작은부분만이은닉층의뉴런에연결된다.이것을지역

수용필드(local receptive fields)라고부른다.지역수용필드는입력층에서

은닉층으로 시각적인 특징을 추출한다. 이렇게 함으로써 은닉층에 대해
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동일한가중치및바이어스값을갖게된다.이것은은닉층의뉴런이전체

입력 이미지의 다른 부분에서도 동일한 특징을 감지할 수 있게 된다. 입

력층과커널과의컨볼루션연산에대한출력을특징맵(feature map)이라

하며, 일반적으로 컨볼루션 층은 여러 개의 특징맵으로 구성된다. 즉, 다

른 특징맵은 다른 일련의 가중치와 바이어스를 가지고 있기 때문에 다른

특징(feature)을감지한다.

그림 1:합성곱신경망학습구조

이런다수의특징맵들은정보를유지하며차원을축소할수있는데,

이 과정을 풀링(pooling) 또는 서브 샘플링(sub-sampling)이라고 한다. 대

표적인 기법으로 평균 풀링(average pooling)과 맥스 풀링(max-pooling)

방법이 있다. Average pooling은 필터의 값에서 평균값을 구하는 방법이

며,스트라이드(stride)에따라순차적으로연산한다. Max-pooling방식은

그림 2와같이필터에서가장큰값을추출하여불필요한정보를간추리게

된다. 풀링은 입력을 약간 변환하더라도 대부분의 풀링된 출력값이 변경

되지 않음으로써 입력에 대한 변환에 불변성을 유지하는데 도움을 준다
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[10]. 이를 통해 데이터의 정보는 유지하면서 파라미터 수는 감소시키기

때문에 오버피팅을 억제한다. 또한 줄어든 파라미터 수에 비례하여 연산

이감소하기때문에하드웨어리소스를절약할수있다.

그림 2: Max polling(2x2 filter, stride 2)

위와같은방식으로특징맵이추출되면이특징맵에활성화함수를

적용하여 비선형의 값으로 바꿔주는 과정을 거친다. 대표적인 활성화 함

수로는시그모이드(sigmoid)함수와렐루(ReLU)함수가있다.컨볼루션

층은 네트워크에서 역전파에 의해 업데이트 되면서 학습이 진행되는데

시그모이드함수를활성화함수로사용할경우그라디언트값이 0 < y′ ≤

0.25로 신경망의 계층이 깊어지면 역전파 되는 에러값이 급격히 작아지

는그라디언트소실(Gradient Vanishing)문제가발생한다.그렇기때문에

심층망에서이를해결하기위해렐루함수를적용한다.

f (x) = max(0,x) (2.1)
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그림 3: ReLU함수

식 2.1과같이렐루함수는아주간단한구조로되어있어빠른계산이

가능하기때문에효율적이다 [12].활성화효과는있으면서그림 3과같이

그라디언트가 1로유지되기때문에역전파과정에서소실문제를발생하

지않는다.또한렐루함수의희소활성화구조(Sparse activation structure)

[13]에 의해 입력이 고른 분포를 가진다면, 확률적으로 출력의 절반을 0

으로 만들어 잡음에 영향을 덜 받고 오버피팅에 좋은 성능을 가진다. 단

점으로는 0 이하일 때 그라디언트 값을 0 을 갖게 되어 정보가 사라지게

된다.이러한이유로 Leaky Rectified Linear Units (LeakyReLU) [14], Ex-

ponential linear unit (ElU) [15]와 같이 입력이 0 이하에서 기울기가 0이

아닌대안이제안되었다.
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2.2 전이학습

데이터가 희소한 상태에서 필요한 훈련 없이도 다른 표본으로로부

터학습된지식을통해서성능을높일수있다.이러한전이학습(Transfer

learning)은 관련 소스와 대상 도메인 간의 지식을 전달하는 것을 목표로

한다 [16].컴퓨터비전분야에서지식을전달하는많은시도가많이연구

되었고 [17, 18],최근에오디오관련된전이학습이연구되고있다 [19].

컴퓨터 비전 분야의 경우 Pascal VOC [20], ImageNet [21]등 방대한

양의 이미지를 보유하고 있는 데이터 셋이 있어 전이학습에 적용하기 수

월하지만 오디오의 경우 이런 대규모 데이터 셋이 부족한 단점이 있다.

이러한 대규모 데이터 셋의 부족으로 인해 Soundnet [22]은 오디오 이벤

트인식을위해시각적모델에서지식을이전할것을제안했다.

교사-학생(Teacher-student)모델 [23]을기반으로시각데이터에대해

훈련된 CNN모델을사용하여간단한모델로지식을압축하여학생네트

워크에전송한다.

본연구에서는레이블되지않은대량에이미지데이터셋에의해잘

훈련된 Soundnet [22]의 특징 층을 일부 차용하고, 최종 클래스 구분을

위한 분류기를 추가한다. 조립결함 데이터셋을 사용하여 종단 간 학습을

진행함으로써세부조정(Fine tuning)한다.

생산초기에방대한데이터셋을획득하기어려운산업분야의특성상

전이학습은학습된지식을활용하여성능을향상할수있는좋은방법이

며,조립불량공정에서데이터에기반한식별의일반화가능성을확인할

수있다.

10



그림 4:전이학습도식도

2.3 데이터증강

모델 깊이가 깊은 심층 신경망일수록 입력에서 출력까지 비선형 함

수를 학습하기 위해서는 대량의 훈련데이터가 필수적이다. 그러나 산업

현장에서 발생하는 공정데이터는 생산 초기에 데이터가 충분하지 않고,

특히정상표본보다비정상표본은발생빈도가현저하게적기때문에상

대적으로더욱희소하다.

정상데이터와비정상데이터의불균형및데이터부족문제를해결하

기위한좋은해결책은데이터증강(Data Augmentation)기법을사용하는

것이다. 데이터 증강기법은 주석이 달린 훈련 샘플 모음에 하나 이상의

변형을 적용하여 추가적인 훈련 데이터를 생성하는 것이다 [12, 24]. 데

이터 증강의 핵심 개념은 레이블이 지정된 데이터에 적용된 변형이 원

데이터의 레이블 의미를 변경하지 않는다는 것이다 [25]. 이미지로 예를

들면자전거의사진이미지를회전하거나,미러링,혹은크기를일부변환
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하는 것은 기존의 이미지와 다른 새로운 데이터를 생성하였으나, 기존에

라벨링된자전거의의미는그대로유지가된다.추가로생성된데이터를

학습함으로써 분류 성능을 향상할 수 있다. 이러한 데이터 증강 기법이

오디오 분야에도 제안이 되었으며 모델의 분류 성능을 높이는 데 기여하

였다 [25, 26].

2.4 시작감지(Onset detection)

오디오의 시작(Audio onset)은 오디오 신호의 진폭의 인벨로프(en-

velope)가일시적으로증가하는순간으로,다양한오디오이벤트의시작

시점을 의미한다 [27]. 시작 감지는 자체로 유용성을 갖지는 않으나 상위

수준의오디오처리를위한기본작업으로,음악자동주석 [28],음악분석

(템포,비트추적) [29],음악합성 [30]및분할 [31]등오디오관련활동및

응용프로그램분야에적용되고있다.

조립결함데이터셋은공정에서의편의성을위하여연속적인데이터

를 산정하였다. 연속 데이터에서 출력 레벨의 RMS 값 기반으로 제품의

출력을 감지하여 일차적으로 전처리를 하고, 시작 감지를 통해 이벤트의

시작지점을확인하여 3S의오디오구간을추출하였다.

2.4.1 시간영역시작감지

오디오 신호를 시계열에서 관찰할 때 앞에서 정의하였듯이 시작의

발생은 신호 진폭의 인벨로프가 증가하는 현상을 보인다. 따라서 초기에

는 인벨로프를 정제 및 평활화하여 감지를 하였다 [32]. 이러한 방법은

원시 신호의 감소로 인해 피크 선택에 의한 감지에는 안정적이지 않았기

때문에제곱을통해에너지에대한변형식으로발전하였다.그뒤에너지
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의미분을이용해급격한상승구간에대한피크를발견하였으며, Klapuri

[33]는 음량의 변화가 전체 음량에 대해 상대적으로 인지된다는 결과를

도출하였다.

2.4.2 주파수영역시작감지

신호의 스펙트럼을 이용한 시작 감지를 하는 다양한 기술들이 발전

되었다. 주파수 도메인에서 에너지의 증가는 광대역의 이벤트로 나타나

는 경향이 있다. 과도현상은 고주파일수록 두드러지는 특성을 보이는데

Masri [30]는의해주파수에비례하여가중치를부여하는 HFC함수를제

안하였다.주파수영역도시간영역의시작감지와마찬가지로순간변화

량을고려한다.따라서인접한 STFT프레임사이의거리로서감지기능을

공식화할수있다 [27].

2.5 음향장면분류

음향 장면 분류(ASC)는 주로 수동으로 제작된 오디오 특징(MFCC,

Mel-filter bank, 스펙트로그램 등)에 서포트 벡터 머신 및 다수결 투표와

같은 분류기를 기반으로 소리를 구분한다 [34, 35]. 최근 CNN을 적용한

방법들이 제안되었으며, 환경 소리 분류 [25, 36, 37], 소음 분류 [38, 39]

와같은여러응용분야에활용되었다.본연구는로그-멜스펙트로그램을

입력으로 하는 대신 원시파형을 사용하여 전처리를 최소화하였다. 원시

파형을 사용하는 것이 2차원의 멜 스펙트로 그램과 유사한 기능을 하는

것이 [19, 40]에의해증명되었다.
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제 3장

문제정의방법론

본 장에서는 산업 현장에서 발생하는 조립 결함 문제를 정의하고,

해당 문제의 해결방법을 제안한다. 오디오 제품의 생산공정에서 조립 시

발생 가능한 불량을 진단할 수 있는 시스템을 구축하여, 현재의 시험원

들이 검사하는 공정을 대체하여 자동화하는 것을 목적으로 한다. 오디오

스피커 출력을 통해 조립 불량 여부 및 위치를 진단하는 최적의 모델을

도출하여 불량 검출 성능을 향상할 수 있는 방법을 제시한다. 본 장은 다

음과 같이 구성된다. 1절에서는 본 연구에서 해결하고자 하는 문제를 상

세히설명하고목적함수를정의한다. 2절에서는해결방안에대해간략히

개관한다.

3.1 조립결함의정의

제품의생산에서발생하는주요조립결함의원인중소음을유발시

키는대표적인원인으로조립공차에의한마찰음,흡음재와같은부자재

의누락등을들수있다.이러한조립결함은생산라인에서시험원이테스

트할때직접검출이어렵다.또한,결함을발견했더라도소음원의위치를

판별하기가 쉽지 않기 때문에 제품을 수리하는 데 많은 시간이 소요하게

된다.

오디오 스피커는 진동을 통해 전기적 신호를 소리로 변환하는 장치

이기때문에조립결함이발생한오디오제품의경우제품동작시고정되
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지않은부위에서기계적진동에의한마찰음이발생한다.이러한진동은

특정주파수재생시스팩트럼에서피크를발생시킨다 [7].

그림 5와 같이 가청 주파수 대역의 주파수가 가변하는 스윕 신호를

출력한파형을특정윈도우에서 FFT로변환해보면그림 6과같은결과를

얻을수있다.정상제품인그림(a)과달리결함이있는제품그림(b)의경

우원재생주파수인 300Hz이외에다른주파수에서피크를발생시킨다.

이러한 노이즈는 청취 시 오디오 품질을 저하하는 요인이 된다. 이에 본

연구에서는 생산라인에서 발생하는 조립 불량 중에 소음을 발생시키는

불량을결함(Fault)으로정의한다.

그림 5:주파수스윕신호
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(a)

(b)

그림 6: 300hz재생신호의 FFT변환. (a)정상시료 (b)비정상시료
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3.2 제안된종단간아키텍쳐

종단간학습(End-to-end learning)은입력에서출력까지의파이프라

인 네트워크 없이 한 번에 처리하는 아키텍처를 지칭한다 [41]. 이러한

종단 간 학습 방법은 처리하고자 하는 문제에 사전 지식의 필요성을 크

게 줄이고, 데이터를 분석하는 엔지니어링을 개입을 최소화시킨다. 모델

파라미터만 일부 조정함으로써 학습이 가능하다. 이러한 학습 방법은 데

이터 분석에서 널리 사용되고. 특히 CNN 구조를 이용하여 이미지 인식

[12, 42]에서 높은 성능을 보이고 있다. CNN은 이러한 이미지 분류 이외

에도 음성인식 [43], 음악 태깅 [44], 음악 장르 분류 [19], 환경 소리 분류

[36, 45],결함진단 [8, 7, 9]및기타여러응용분야에서사용되었다.

그림 7은음향기반의CNN아키텍처를표현하고있는것으로이미지

인식에서사용되는구조와유사하다. (a)에서나타내고있는구조는멜-스

펙트로그램을 입력으로 하는 일반적인 CNN 모델로 오디오 분류에 널리

사용된다. 이러한 멜-스펙트로그램은 오디오 파형으로부터 STFT(short-

time Fourier Transform)을통해크기를로그스케일로변환후그뒤선형-

멜 매핑을 및 크기 압축의 단계를 거치며 얻어질 수 있다[38]. 멜-스펙트

로그램을 이용한 방법이 음향분류에 높은 성능을 보이지만, 창 크기, 홉

크기,멜필터뱅크크기같은고정파라미터를엔지니어가수작업을통해

선택하는되는단점이있다.종단간학습은이러한단점을보완하기위해

개발되었고,도식(b)처럼학습되어진필터를통해 STFT와Mel-filter bank

를맵핑시키는과정을대체할수있다.이연구는종단간학습을활용하여

빠르고정확한공정불량감지시스템을제안한다.
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그림 7: 음향 기반의 CNN 아키텍쳐. (a) 멜 스펙트로그램 기반 학습 (b)
종단간학습
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3.2.1 1D CNN토폴로지

1D CNN은일반적인신경망과유사하지만,수작업으로추출된특징

을 입력데이터로 사용하는 대신에 미가공 데이터를 사용한다는 점에서

차이가있다.이연구에서 1D CNN을이용하여녹음된미가공오디오데

이터로부터특징추출과학습을통합하는과정을거친다.

제안된 1D CNN은 커널과 특징맵이 1D array를 사용한다는 점에서

2D CNN과 구조적인 차이를 보인다. 입력벡터는 입력의 적절한 표현을

학습하기위해여러훈련가능한컨벌루션레이어를통해처리된다.이때

입력 레이어의 작은 영역만이 히든레이어의 뉴런에 연결된다. 입력은 오

디오파형인 1D배열이며X로표시한다.네트워크는식 3.1에의해주어진

계층적특징추출에따라예측 O에입력을매핑하기위해파라미터집합

θ를 학습하도록 설계되었다. 여기에서 k는 네트워크의 히든레이어의 개

수를의미한다.

O = F(X |θ) = fk(... f2( f1(X |θ1)|θ2)|θk) (3.1)

컨벌루션레이어에서 n번째레이어의순전파식은다음과같이표현될수

있다.

On = fn(Xn|θn) = h(W ∗Xn +b),θn = [W,b] (3.2)

식 3-2에서 *는 컨벌루션 연산을 의미하고, Xn는 n-1 레이어의 출력

값으로 N개의 특징맵을 갖고 있는 이차원의 매트릭스다. W는 N개의 1

차원 커널, b는 바이어스, h( · ) 는 활성함수(activation function)을의미한

다. 그리고 각 컨벌루션 레이어 사이에 서브 샘플링 레이어를 적용하여
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네트워크를 따라 이동할 때 특징 맵을 다운 샘플링하였다. 서브 샘플링

레이어에 따라 입력 배열의 크기가 정해진다. 마지막 컨벌루션 레이어의

출력은 FC layer에의해 1차원배열의형태로평탄화된다.

다중 클래스의 분류 문제에서 출력 레이어의 노드 개수는 클래스의

개수이다. 각 노드의 값은 소프트 맥스 함수를 통해 정규화되어 각 요소

를 확률값으로 변환한다. 주어진 z ∈ Rn 에서 소프트 맥수 함수는 다음과

같이정의된다.

σ(Z)i =
exp(zi)∑c
j=1 exp(z j)

(3.3)

C개의 카테고리의 조립 불량 데이터의 예측 확률은 ŷc = σ(Z)c 가

된다. 네트워크의 매개변수(parameter)는 역전파(back-propagation) 과정

을거치면서손실함수를최소화하는방향으로조절된다[2].분류문제에

서 MSE(mean square error) loss보다 더 빨리 수렴하는 cross-entropy loss

function(L)이사용되었다.이손실을함으로써각데이터의 C클래스에대

한확률을출력하도록네트워크를훈련한다.

Loss =−
c∑
i

yilog(ŷi)+
1

2
λ||θ||2 (3.4)

여기에서 yi는정답(ground truth), ŷi는각클래스 i의 CNN스코어가

된다.다중클래스분류의레이블은 one-hot encoded이므로 positive class

만손실텀을가지고있어,벡터에는하나의요소만을가지고있다.

20



3.2.2 네트워크아키텍쳐

그림 8에 상세한 네트워크 아키텍쳐가 설명되어 있다. 총 7-레이어

의 네트워크 아키텍처로 구성되어 있으며, 7개의 컨벌루션 레이어와 3개

의 맥스풀링 레이어로 구성 되어 있다. 본 연구에서 사용된 CNN 구조는

레이블이 지정되지 않은 비디오에서 사운드 표현을 학습하기 위한 CNN

구조인 Soundnet [22]의 일부를 사용하였다. SoundNet은 서포트 벡터 머

신분류기와두개의동시 CNN을사용하여오디오및비디오의동기화를

통해학습한다.반면에제안된 1D CNN아키텍쳐는최종컨벌루션레이어

인 con8을대체하여 FC레이어에입력함으로써원시의오디오파형에서

직접표현을학습하고분류하였다.

그림 8:조립결함감지분류아키텍쳐
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조립결함감지 네트워크는 비선형성의 특징을 가진 1차원 컨벌루션

을 사용하고 각 레이어 사이에 렐루 활성 함수를 사용하여 사운드를 처

리한다. 컨벌루션 네트워크는 학습해야 하는 파라미터 수를 줄임으로써

효율성을 높이는 장점이 있다. 또한 네트워크의 레이어를 쌓음으로써 일

련의하위수준의감지기를통해상위수준의표현을학습할수있다.또한

길이가다른오디오는 1차원컨벌루션연산에의해출력의길이가달라지

는데 본 연구에서는 T= 3.0s 로 고정하였다. 이를 위해서 입력에 따라 시

작감지를을 하게 되고, 감지 지점에서 길이가 부족한 경우 뒤에서부터 0

으로채워지게된다.진폭은 [-1, 1]사이의값으로정규화하였다.컨벌루션

레이어에의해각특징들이표현되고출력차원크기는 5120으로평탄화

된다. FC 레이어를 통해 최종적으로 6개의 클래스 개수로 출력된다. 각

레이어의상세차원수는표 5에서자세히확인할수있다.

표 2:네트워크파라미터

Layer conv1 pool1 conv2 pool2 conv3

Dimension 66151 8268 4135 516 259
Filters 16 16 32 32 64
Filter size 64 8 32 8 16
Stride 2 8 2 8 2
Padding 32 0 16 0 8

Layer conv4 conv5 pool5 conv6 conv7

Dimension 130 66 16 9 5
Filters 128 256 256 512 1024
Filter size 8 4 4 4 4
Stride 2 2 4 2 2
Padding 4 2 0 2 2
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오디오 신호의 샘플링 속도는 입력 샘플의 크기에 직접적인 영향을

미치고 모델의 계산 비용에도 영향을 준다. 나이키스트 이론에 의거 샘

플링 주파수는 신호의 최대 주파수의 2배가 되어야 한다. 사람의 가청주

파수 대역은 [20Hz, 20kHz]로 이 대역폭에서 표본화 정리를 만족시키는

최소샘플링레이트는 40kHz이므로,일반적으로음원에서사용되는샘플

링 레이트인 44.1kHz로 설정하였다. 따라서 입력 차원은 44,100 * 3(s)로

132,300이된다.

3.3 조립결함오디오데이터증강

우리의 모델의 경우 2가지 오디오 데이터 변형을 통해 1:1의 비율로

데이터를생성한다.각변형은입력으로변환하기전에원시오디오상태

에 적용한다. 비교 지표로 사용하는 2D 합성 곱 신경망을 위한 데이터도

동일하게 원시 오디오 상태에 데이터 증강을 적용한 뒤 로그 멜 스펙트

로그램 형태로 변형한다. 변형 및 증가는 데이터는 아래에서 확인 할 수

있다.

1)화이트노이즈추가 :화이트노이즈를원소스에추가하여잡음에

대해서강인한모델을학습할수있다.생성된데이터 z는

z = x+wy (3.5)

여기에서 x는오리지널샘플의오디오시그널, y는정규분포를갖는샘플,

w는노이즈비율이다. w = 0.005를적용하여잡음데이터를생성하였고,

그림 9과같이원본데이터에비해그래프가두꺼워진것을볼수있다.
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(a) (b)

그림 9: 조립결함 데이터 셋 데이터 증강 예시1. (a) 오리지널 신호 (b) 화
이트노이즈추가

2) 시간 시프팅 : 오디오 데이터를 밀어주거나 당기는 기법. 무작위

초로오디오를왼쪽또는오른쪽으로이동한다.오디오이벤트되는시점

을변형하지만이벤트자체는바뀌지않음.그림 10과같이 0.3s왼쪽으로

당겨진것을볼수있다.

(a) (b)

그림 10: 조립결함 데이터 셋 데이터 증강 예시2. (a) 오리지널 신호 (b)
시간시프팅
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제 4장

실험및평가

본 장에서는 CNN 기반의 조립 결함 감지 시스템을 구현하고 해당

시스템을 글로벌 방법론인 원시 오디오 데이터를 멜 스펙트로 그램으로

변환한 2D CNN과함께성능비교평가를실행한다.본장은다음과같이

구성한다.먼저조립공정불량분석을위한오디오데이터를간략하게설

명하고해당연구의실험을수행한다.첫번째로제안한종단간학습 1D

CNN을 적용하여 데이터의 유형에 따라 정확도를 확인하고 불량을 검출

한다. 두 번째는 글로벌 방법인 2D CNN을 적용하여 제안한 1D CNN과

결과를비교확인한다.

4.1 조립결함데이터셋

조립결함데이터셋은생산공정에서제조된무선스피커를이용하여

수집되었다. 무선스피커에 가청주파수 대역의 주파수 스윕 음원을 재생

하여 단일 센서에 의해 출력 신호가 수집되어 진다. 음원의 f s = 44.1k

로 하며 블루 투스를 통해 재생한다. 소비자가 선택가능한 이퀄라이저중

출력 레벨이 가장 높은 이퀄라이저를 선정하여 제품의 최대 볼륨으로 측

정한다.수집된데이터셋은정상을포함한다섯가지의결함과함께총 6

가지의 클래스로 나뉘어 진다. 결함의 원인 및 결함 위치는 표 3에 표기

되어있다.

생산은 일반적으로 여러 개의 하위 어셈블리(Sub-assembly) 형태로
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표 3:다섯가지결함구분및원인

No 구분 조립결함원인

0 N/A(정상) N/A
1 Bottom case 미끌림방지고무미부착

2 Bottom case 느슨한스크류

3 Top case 흡음제미부착

4 Chamber 느슨한스크류

5 Top case 느슨한스크류

그림 11:조립결함예시

1차조립을한뒤총조라인에서각하위어셈블리들을조립하여제품을

완성한다. 제품의 불량이 발생했을 때 결함이 발생한 원인을 알 수 있게

되면 결함이 발생한 위치 즉, 하위 어셈블리를 교체 함으로써 생산량을

증대시킬수있다.이제품의하위어셈블리는 3종(하단케이스/상단케이

스/챔버)으로구성된다.각결함은고무미부착,흡음재미부착,그리고각

서브 아세이 체결 스크류의 느슨함으로 분류하였다. 이와 같은 원인으로

인하여 각 하위 어셈블리의 구성 부품이 오디오 재생 시 스피커와 같이
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진동하게되어노이즈를발생시키게된다.결함조건의상세예시는그림

11과 같다. (a)는 케이스 하단의 고무 미부착 (b)는 챔버의 느슨한 스크류

(c)는케이스상단의느슨한스크류의예시다.

그림 12:조립결함데이터셋
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조립 결함 데이터 셋은 6대의 오디오 제품에서 수집되었다. 각 세트

당 1,250개의데이터가수집되어총 7,500개의오디오데이터로구성된다.

그림 12은각클래스별데이터셋을시각화한것으로진폭은 0과 1사이값

으로정규화되었다.

제안된 1D CNN의성능검증을위한비교지표로글로벌한방법론인

멜스펙트로그램기반의 CNN을활용하기위해전처리된데이터가그림

13에나타나있다.원시파형의조립결함데이터셋에서 STFT변환후로그

스케일의 멜 스펙트로 그램으로 변환한 형태로 원시 파형과 마찬가지로

다른클래스의데이터와유사한형태를보이지만, Class 4의멜스펙트로

그램 이미지를 살펴보면 1s 구간에 다른 클래스의 이미자와 대비해 높은

db스케일의주파수성분을육안으로도포착할수있다.
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그림 13:멜스펙트로그램으로전처리된데이터셋

4.2 실험환경

조립 결함 데이터 셋은 서울대학교 34동 연구실험실에서 수집되었

다. 그림 15는 오디오 소스 및 수신기 배열에 대한 테스트 환경을 보여
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준다. 사각형은 무선스피커 즉 오디오 소스의 위치를 나타내는 것으로 Z

축을따라 1.25m높이에위치해있다.이는제품의크기를고려하여생산

공정에서 작업이 용이한 생산라인의 높이와 유사하게 조성하였다. 실험

에서 사용된 무선스피커의 높이는 210mm로 소형의 제품이지만 크기가

큰 제품에 적용한다면 실제 생산 환경과 유사하도록 제품의 높이 배치는

낮아져야한다.

그림 14:리시버 130F20

표 4: 130F20스펙

성능

mic diameter 1 / 4 inch
Frequency response(±3dB) 10 - 20000 Hz
Frequency response(±4db) 10 - 20000 Hz
Sensitivity 45mV / Pa
Dynamic range(3% distortion) > 122dB

30



오디오소스에서 x축으로 0.4m떨어져있는위치에리시버를배치하

였고,높이는 1m에위치시켜리시버와오디오소스의 z축을일치시켰다.

본 실험에 사용된 리시버는 PCB PIEZOTRONICS사의 130F20 ARRAY

MICROPHONE 제품으로 그림 14에 표기되어 있다. [10Hz,20kHz]의 주

파수 응답을 가져 가청주파수 대역을 커버하며, 다이내믹 레인지가 넓어

실험에사용된오디오출력에대해왜곡없이녹음이가능하다.상세스펙

은표4에표기되어있다.리시버의위치는그림 15의단색원에서확인할

수있다.
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그림 15:오디오소스와리시버배치환경

실험에서 사용된 무선스피커의 스피커 유닛은 지향성 스피커로 스

피커의방향에따라해당방향축을벗어날수록음압의크기가다른지향
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특징을나타낸다 [46].고주파대역일수록그경향성은더욱크다.이러한

특징은 그림 4.3의 실험에서 측정된 스피커 방향별 스피커 출력 데이터

에서 확인할 수 있다. (a) 정면 방향의 데이터와 달리 (b)(c)는 3s 부근인

고주파대역에서음압이떨어지는것을확인할수있다.이와같은스피커

방향에따른지향성차이를일반화하기위해그림 16와같이리시버정면

을기준으로좌/우 45도씩스피커방향을변경하여데이터를수집하였다.

데이터는각도별로 1:1:1로구성하였다.

그림 16:스피커방향별실험조건
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(a) 0◦ (b) +45◦

(c) −45◦

그림 17:스피커방향별출력파형

4.3 학습방법

3절에서설명한바와같이 Loss는크로스엔트로피로스에

L2-regularization을결합함으로써페널티텀을주어 loss를최소화하는방

식으로학습한다. λ와 learning rate는무작위탐색방법을사용하여최적의

하이퍼파라미터를찾는다.무작위탐색방법은그리드탐색방법에비해

하이퍼 파라미터 최적화에 더 효율성을 보인다 [47]. 각각의 하이퍼 파라

미터는 [10−4,102] 범위의 로그 공간에서 연속 균등분포를 따르는 각기

다른 50개의 난수 쌍 lr,λ 을 생성한다. 생성된 값은 50번의 학습 반복을
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통해유효정확도를측정한다.생성된 50개의난수쌍중에유효정확도가

가장높은값을갖는값이하이퍼파라미터로선택된다.

Optimizer로 Adam을사용하여훈련은 300번반복후에종료된다.우

리의네트워크에서사용된가중치는레이블이지정되지않은비디오 [22]

에서 사전 훈련된 가중치로 초기화되었다. 각 신경망 레이어 중간에 배

치 정규화를 적용하여 gradient의 scale이나 초기값에 대한 dependancy를

최소화하였다 [48].

4.1장에서 설명한 것처럼 데이터셋은 총 6개의 오디오 제품에서 수

집됐다.본연구는학습된모델을통해생산라인에서다른제품의결함을

감지하는 것을 목적으로 하고 있기 때문에 표5와 같이 훈련 셋, 유효 셋

테스트 셋을 제품 별로 구분한다. 즉 1 4번 제품의 오디오 출력 데이터는

훈련 셋, 5번 제품의 오디오 출력 데이터는 유효 셋 6번 제품의 데이터는

테스트셋으로구성하여조립결함시스템의제품별일반화성능평가한다.

표 5:데이터셋구성

데이터셋 Train Validation Test Total

수량(EA) 10000 2500 2500 15000
구성비(%) (66.6) (16.6) (16.6) (100)

오디오제품번호 1-4 5 6 1-6
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4.4 평가

조립 결함 분류 모델의 성능 평가를 위하여 성능을 시각화 할 수 있

는혼동행렬(Confusion matrix)을사용한다.이진분류(Binary Classifica-

tion)문제에서혼동행렬은표 6와같다. TP, TN은각각 True positive, True

negative로실제값을맞게예측한부분이며, FP, FN은 False positive, False

negative로실제값과다르게예측한부분을의미한다.

표 6:혼동행렬(Confusion Matrix)

Division
Prediction

Positive Negative

Actual
Positive

True Positive
(TP)

False Negative
(FN)

Negative
False Positive

(FP)
True Negative

(TN)

정밀도(precision)는모델의예측값이얼마나정확하게예측됐는가를

나타내며,재현도(recall)는실제값중에서모델이검출한실제값의비율을

나타내는지표로각각식4.1과식4.2로표현된다.

Precision =
T P

T P+FP
(4.1)

Recall =
T P

T P+FN
(4.2)

정확도(accuracy)는 모델이 바르게 분류된 부분의 비율로, 혼동행렬

에서대각선부분이다.
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Accuracy =
T P+T N

T P+FN +FP+T N
(4.3)

F1 score는정밀도와재현율의조화평균으로식4.4와같이표현할

수있다.이점수는 FP와 FN을모두고려한다.직관적으로이해하기는쉽

지않지만, F1 score는일반적으로정확도보다더유용하다.특히클래스간

분포가고르지않은불균형의경우에더욱더유용하다.

F1-Score =
2∗precision∗ recall

precision+ recall
(4.4)

조립결함감지모델은다중클래스에대한평가지표로 6개의클래스

에대한혼동행렬표를적용하며, scikit-learn을통해수행한다.조립결함

검출데이터셋은표 2와같은 6개의클래스로분류되어레이블링되었다:

0, 1, 2, 3, 4, 5. 50번반복동안Adam을사용하여 loss를최소화하는최적의

파라미터를찾는다.
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4.4.1 네트워크별성능평가

제안된네트워크의성능검증을위해기존의글로벌한방법인스펙

트로그램을 입력으로 하는 2D 컨벌루션 방법과 비교 평가를 한다. 제안

된 종단 간 학습 방법에 대한 내용은 4.3절에 설명해 놓았고, 비교평가를

위한 2D 컨벌루션에 대한 실험은 동일한 조립 결함 데이터 셋에서 스펙

트로그램으로의 전처리 과정을 추가한다. 조립 결함 데이터 셋을 STFT

을 사용하여 주파수 도메인으로 변환한다. 변환된 값의 파워스펙토그램

을Mel-filterbank에통과시켜Mel-scale에대한주파수크기로변환한다.

Alexnet과 VGG19네트워크를사용하여학습하며 32개샘플의배치크기

가사용되었다.

조립 결함 데이터 셋에서 데이터 증강 과정을 거치지 않고 조립결

함을 분류한 결과가 표 7에 나타나 있다. 각 네트워크 모두 사전 학습된

매개변수를 이용하여 전이 학습을 진행하였다. 조건 모두 반복회수 300

회를학습한결과로평균정확도 soundnet 42.2%, Alexnet 52.5%, VGG19

56.0%의분류성능을보였다.세가지네트워크모두품질검사에적용하기

엔현저히낮은정확도를보였다.제안된 1D네트워크의경우 2D네트워

크에비해열세의성능을보였다. Training accuracy는몇번의반복만으로

도 90%이상으로충분히높은정확도를보였으나, Test accuracy가 42.2%

로 심각한 오버 피팅(overfitting)이 발생 되었다. 전처리 과정을 통해 특

징을 추출하고 차원크기를 줄인 2D CNN(입력 차원수 224*224=50,176)

에 비해 1D CNN의 경우 더욱 도드라지는 현상을 보였다.(입력 차원수

44,100*3=132,300).

각네트워크의분류결과의혼동행렬표가그림 18에나타나있다. (a)

의경우 class 0과 2를제외하고평균이상의정확도를보인다.상대적으로
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표 7:데이터증강적용하지않은네트워크별조립결함분류성능평가

unit : percent(%)

Dimension Accuracy

Soundnet 1D 42.2
Alexnet 2D 52.2
VGG19 2D 56.0

정확성이 떨어지는 class 0과 2 사이에서 혼동하는 경향을 보인다. (b)와

(c)의경우 class 1에서 98%이상의높은정확도를보였고 class 2와 class 5

에서 상대적으로 정확도가 낮았다. class 2와 class 5의 경우 예측에 대한

특정한패턴을찾을수없었다.

오버피팅을피하고분류성능을높이기위해 3.3절에서언급한바와

같이 데이터 증강(Data augmentation) 중 화이트 노이즈 추가와 시프팅

기법을 적용하여 데이트를 증량 하였다. 그 외 학습방법은 앞선 실험과

동일하게진행하였다.

표 8는 데이터 증량 적용 후에 모델의 조립결함분류 성능을 보여준

다. 세가지 아키텍처 모두 정확도 94% 이상으로 높은 성능을 보여 앞선

실험대비현저한분류성능차이를보였다.제안된 SoundNet기반의 1D

CNN모델은 VGG19와더불어가장높은정확도인 99.9%를달성하였고,

2D CNN대비동등이상의성능을보였다.

표 8:데이터증강을적용한네트워크별조립결함분류성능평가

unit : percent(%)

Dimension Accuracy

Soundnet 1D 99.9
Alexnet 2D 94.6
VGG19 2D 99.9
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(a) Soundnet

(b) Alexnet

(c) VGG19

그림 18:데이터증량을적용을하지않은조립결함감지결과혼동행렬표
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(a) Soundnet

(b) Alexnet

(c) VGG19

그림 19:데이터증량적용한조립결함감지결과혼동행렬표
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4.4.2 스피커지향성분석

오디오를구성하는여러요소(스피커,앰프,케이블등)중에서한계

가 명확하고 발전이 더딘 부분이 스피커이다. 소리와 마찬가지로 형태가

없이 공기가 진동해 소리가 발생한 소스로부터 모든 방향으로 동일한 소

리를재생하는것이이상적인스피커모델이나,진동판을통해진동시켜

소리를 내는 방식으로는 진동판의 특성이나, 그것을 둘러싸는 인클로저

등 많은 부분이 필요하고 그로 인해 왜곡을 만들어 낸다. 중 ·저음역대의

소리는방향과상관없이잘퍼져나가는성질이있으나,고역으로갈수록

지향성의영향을크게받는다 [46]].

이러한 스피커의 지향성 특징으로 인해 우리의 모델을 공정에 적용

할때작업자가제품의방향을마이크와일치시켜놓지않으면해당분류

모델에 성능이 떨어질 소지가 있다. 이런 스피커 방향성에 대한 일반화

성능을 갖기 위해 방향별 스피커 출력 데이터를 훈련 셋에 포함하여 학

습하였다.본절에서는스피커방향별데이터를훈련셋에제약을주면서

모델의성능차이를확인한다.

학습은 총 세 가지 경우로 진행을 한다. 첫 번째 학습에서는 0도 방

향의데이터만훈련셋으로구성하고테스트셋으로 +45도, -45도방향의

데이터를구성한다.두번째학습은, 0도 +45도방향의데이터를훈련셋에

-45도방향의데이터를테스트셋으로구성한다.마지막으로세번째학습

은 0도, +45도, -45도의일부데이터를훈련셋으로포함하고,훈련셋에포

함되지않은데이터를테스트셋으로구성한다.마지막시험은앞선 4.4.1

절의실험결과를사용한다.

스피커 지향성에 따른 학습 결과는 표 11과 표 12를 통하여 확인 할

수있다.표 11은 Soundnet을통하여특징추출없이 end-to-end로학습한
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결과이고,표 4.8은mel-spectrogram으로특징추출후Alexnet으로학습한

결과이다.두가지결과모두스피커방향이일부만학습데이터에포함된

경우보다,여러방향을모두학습시켰을때더높은정확성을보이는것을

확인할 수 있다. 위 실험 결과를 보아 스피커 지향성의 일반화 성능을 위

해서는 학습데이터에 여러 방향의 스피커 출력 데이터가 반드시 필요한

것을알수있다.

그 외 추가적인 특징으로는 방향 별 데이터가 일부만 학습데이터에

포함된 경우 2D CNN을 통해 학습한 결과가 84.5%로 1D CNN을 통해

학습한 결과 62.0% 대비 더 높은 분류 성능을 보였다. 그러나 지향성에

따른데이터가고르게입력에포함될경우 1D CNN이 99.9%로 2D CNN

의정확도 94.5%보다더높은성능을보임을알수있었다.

표 11:스피커지향성데이터포함여부에따른 1D CNN학습결과

unit : percent(%)

0 1 2 3 4 5 Average

0° 47.6 64.8 60.1 72.0 83.8 57.8 62.0
0°/45° 72.9 85.0 76.4 79.7 87.9 85.3 79.4

0°/45°/-45° 99.8 99.4 100.0 99.5 100.0 100.0 99.9

표 12:스피커지향성데이터포함여부에따른 2D CNN학습결과

unit : percent(%)

0 1 2 3 4 5 Average

0° 85.6 98.2 83.9 70.7 95.1 82.2 84.5
0°/45° 89.4 99.7 96.1 82.1 98.6 77.8 88.5

0°/45°/-45° 93.4 100.0 94.2 97.6 98.8 84.4 94.4
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(a) 0°

(b) 0°/45°

(c) 0°/45°/-45°

그림 20:스피커지향성데이터포함여부에따른 1D CNN학습결과혼동
행렬표

46



(a) 0°

(b) 0°/45°

(c) 0°/45°/-45°

그림 21:스피커지향성데이터포함여부에따른 2D CNN학습결과혼동
행렬표
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제 5장

결론

본연구보고서는산업제조공정에서발행하는오디오의조립불량

을검출하기위한종단간 1D합성곱신경망을제안하였다.산업현장의

데이터 부족 문제를 해결하고 학습 성능을 극대화하는 방안으로 데이터

증량(Data Augmentation)및전이학습을수행하였다.데이터증량기법으

로는 화이트 노이즈 추가 및 시간 축 이동을 하여 1:1의 비율로 데이터를

증량하였고,많은양의라벨링되지않은비디오에의해사전학습된매개

변수를사용하였다.

제안된시스템은양산중인오디오제품의오디오출력데이터를이

용하여 실험적으로 검증되었다. 총 15,000개의 오디오 샘플 데이터 셋에

대해 평가되었으며, 비교 평가를 위해 종단 간 학습 방법 이외에도 로그

스케일의 멜-스펙트로그램으로 변환하여 입력으로 사용하는 2D CNN을

같이시험하였다.제안된 1D아키텍처인 SoundNet은데이터셋에포함된

6개의결함유형에대해 99.9%로가장높은분류성능을보여준다.

제안된종단간 1D아키텍처는음향분류를위한대부분의다른 CNN

아키텍처보다 매개변수가 적다. 또한, 오디오 분류를 위한 별도의 신호

처리가 필요하지 않기 때문에 공정의 실시간 검증에 매우 적합하고, 임

베디드시스템에서사용하기좋다.또한,제안된접근법은훈련데이터와

테스트 데이터를 서로 다른 제품에 사용함으로써 일반화 가능성을 확인

하였다.
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글로벌하게사용되는방법인진동데이터기반의불량감지기법은산

업용의설비같은대형장비에사용하기좋으나,제조업의제품품질검증

에 적용하기 위해서는 센서를 부착해야 하는 등의 추가적인 비용이 많이

발생하는 문제가 발생한다. 제안된 방법은 음향 기반의 데이터를 사용함

으로써이문제를해결하기위한효과적인솔루션을제공한다.

이 실험은 오디오 조립공정에서 진행되는 시험원에 의한 청취시험

조건과 유사한 조건으로 구성되었다. 주변 소음을 고려하여 실험이 진행

되었으나,실제공정에서는주변소음이아주높기때문에우리의실험과

같은 청취룸이 없다면 분류 성능이 저하 될 수 있다. 그러나 고성능의 지

향성마이크를이용한다면이러한주변소음은극복이가능하다.

본연구를통해제조현장에서스피커출력이있는제품(오디오, TV

등)에대한조립공정불량률을감소시켜줄것으로기대한다.또한최근디

지털마이크가탑재된하이엔드오디오제품군의경우별도의시험공간을

구성하지 않아도 제품의 자체의 마이크를 통해 라인에서 검사가 가능할

것으로 판단한다. 이를 이용하여 소비자에게 판매된 뒤에서 자체 임베디

드를이용하거나클라우드서버를이용하여지속적인자가테스트로결함

유무를체크할수있을것을기대한다.

본 연구는 오디오 신호의 1D 표현을 사용하여 높은 분류 성능을 보

였으나, 일부 스피커 지향성에 대한 데이터에 제약을 줄 경우, 일부 클래

스에서 2D 표현(로그 스케일의 멜 스펙트로그램)에 비해 성능이 저하될

수있다.그렇지만 1D와 2D필터사이에상보성이존재할수있음으로,앙

상블 등 분류 성능을 확보하는 방안은 향후 과제로 남긴다. 또한, 이러한

스피커지향성에관한문제는마이크가탑재된제품즉,음성인식스피커

나휴대전화등의제품에실장된마이크를통해녹음함으로써 On device

형태로 불량을 검출하게 되면, 스피커 방향성에 대한 요소를 제거 할 수
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있다.차후이것에대한검증이필요하다.

다만본제안된모델은다른제품군에적용할경우미세조정의과정

을 거쳐야 하므로 초기 공정에서 데이터의 레이블 작업은 추가적인 비용

을 발생시킨다. 이러한 문제를 해결하기 위한 비지도 학습 방법은 향후

과제로남긴다.
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Abstract

Acoustic-based assembly defect
detection system

Hansu Lee

Graduate School of Practical Engineering

Seoul National University

Despite many efforts by global manufacturers to secure product quality, pro-

duction defects due to various causes continue to occur. If defective products

are delivered to consumers, this is an important problem that can damage

corporate management by instantly destroying brand image in addition to

direct cost.

Recently, with the development of deep learning technology, many

studies based on anomaly detection are being conducted in manufacturing

sites. However, if you look at the related studies that have been recently

studied, most of them deal with the surface defects of products through vi-

sion inspection or the state inspection of production facilities using vibration

data. However, these methods are not suitable for application to audio prod-

ucts that deal with sound. In addition, it takes a lot of time and money to

attach a sensor to apply it to quality inspection of products in a manufactur-

ing industry that produces hundreds or thousands of units per day.
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In this paper, we present an end-to-end approach to sound classification

that learns representations directly from raw audio signals using speaker

output data measured by a single acoustic sensor and a synthetic product

neural network. Seven convolutional layers are used to learn various filters

related to the classification task of assembly defects. The dataset was col-

lected through output data from multiple speakers, and it was shown that the

knowledge learned from the output of some speakers can determine whether

other speakers are defective, with 99% accuracy. The proposed assembly de-

fect detection method shows higher performance than most methods that use

the existing 2D representation as input. In addition, it has fewer parameters

compared to other architectures, making it efficient for real-time product

quality inspection.

Through this study, it is expected that the assembly process defect rate

will be reduced for product groups with speakers installed inside the prod-

uct, such as TVs and AVNs for vehicles.

Keywords : Deep learning, Anomaly detection, Fault detect, CNN
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