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Résumé

De nombreuses applications de classification binaire, telles que la prédiction de fraude et la
prédiction de rétention, impliquent des ensembles de données déséquilibrées. Bien que les mé-
thodes d’ensemble soient les mieux adaptées à ces contraintes, les règles de décision produites
sont difficiles à interpréter en tant que groupe en raison de leur nombre et de leurs redon-
dances sous-jacentes. Il est donc intéressant de simplifier les méthodes d’ensemble apprises en
un petit ensemble équivalent de conditions sans sacrifier la performance à la simplicité. En
interprétant simplement un arbre de décision comme un empilement de fonctions indicatrices
binaires et un modèle linéaire, nous proposons une méthode qui apprend le sous-ensemble
efficace d’indicateurs qui relie les données à un espace de représentation de faible dimension
où elles deviennent linéairement séparables. Ces fonctions binaires permettent à un large éven-
tail d’algorithmes d’apprentissage automatique simples d’être efficaces et sont également plus
faciles à analyser, à étudier ou à valider par les experts du domaine que les branches initiales
de l’arbre dans l’ensemble appris.
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Abstract

Many binary classification applications, such as churn prediction and fraud detection, involve
unbalanced large datasets. While ensemble trees are the most suited algorithms given these
constraints, the decision rules produced are hard to interpret as a group due to their number
and their underlying redundancies. It is then of interest to simplify the learned ensemble
trees into a small equivalent set of conditions without trading performance for simplicity.
By simply interpreting a decision tree as a stack of binary indicator functions and a linear
model, we propose a method that learns the effective subset of indicators that map the data
to a low dimension feature space where it becomes linearly separable. These binary functions
enable a wide range of simple machine learning algorithms to be efficient and are also easier to
analyze, investigate or validate by domain experts than the initial tree branches in the learned
ensemble.
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Introduction

Le secteur de l’assurance est extrêmement compétitif. Au Canada, plus de 156 assureurs offrent
des protections. Cette panoplie de choix facilite aux assurés la comparaison et la recherche
des meilleures offres. L’acquisition de nouveaux clients et la rétention des clients actuels sont
donc des défis majeurs pour les compagnies d’assurance. Or selon une étude de l’agence indé-
pendante d’assurance Thomas (2020), le coût de rétention d’un ancien client est de 7 à 8 fois
moins cher que l’acquisition d’un nouveau client.

Il est donc primordial pour les compagnies d’assurance de bien comprendre et modéliser les
comportements des clients à travers des stratégies proactives permettant de détecter le plus
tôt possible les clients à haut risque de résiliation, afin que la compagnie puisse diriger ses
efforts vers eux.

Dans le cadre de ce mémoire, les données de la compagnie La Capitale Assurances et Services
Financiers (LCASF) sur le secteur de l’assurance vie temporaire sont utilisées. Selon LCASF, le
pourcentage de résiliation dans ce secteur est aux alentours de 7% par an. De par la rareté des
données d’intérêt, dans notre cas les résiliations comparées aux renouvellements, la rétention
de la clientèle est considérée comme un problème de traitement de données déséquilibrées.

L’entreprise a collecté des données formées par des descriptions de clients et leurs résultats de
résiliation. Ce résultat est une réponse « oui » ou « non » à la question de savoir si un client
avait arrêté son contrat. On se propose alors de créer un détecteur de cas de résiliation. Deux
approches s’imposent, à savoir la détection d’anomalies, et la classification binaire. L’investiga-
tion des données collectées a démontré que les observations de résiliations se séparent en deux
groupes : des anomalies ou des cas extrêmes facilement détectables par un détecteur d’anoma-
lies, et des observations clairsemées dans le domaine des observations de non-résiliation. Dans
ce dernier cas, les données d’une résiliation risquent d’être très similaires à celles de données
voisines de prolongement. Et donc, elles ne sont pas adaptées aux détecteurs d’anomalies.
Nous avons alors opté pour la classification binaire.

Une méthode axée sur la production de modèles simples et performants est proposée dans ce
mémoire. Elle consiste à apprendre des combinaisons linéaires favorisant l’apprentissage d’un
ensemble d’arbres de décision efficaces et à faibles profondeurs et à en déduire un ensemble
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réduit de branches et de transformations linéaires les plus utiles pour la prédiction.

Le présent travail est constitué de quatre chapitres ainsi que de l’introduction générale, l’in-
troduction au domaine d’affaires et la conclusion.

Le Chapitre 1 est dédié aux prérequis pour la compréhension des chapitres qui s’en suivent.
Il porte sur la classification binaire supervisée, les fonctions objectives puis des exemples de
classificateurs. Ensuite, la présentation des métriques d’évaluation pertinentes au cas étudié
ainsi que les méthodes de peaufinage des paramètres et des attributs.

Le Chapitre 2 est une présentation des données déséquilibrées. Il discute de leurs impacts
sur la tâche de classification, leurs propriétés intrinsèques ainsi qu’une revue des techniques
de traitement de classification binaire basée sur des données déséquilibrées.

Le Chapitre 3 présente notre approche. Ce chapitre porte sur le choix des métriques d’éva-
luation, de la famille de classificateurs ainsi que les transformations des données. Ensuite,
l’approche d’apprentissage adaptatif de projections en combinant PCA pondéré et XGBoost
et la méthode proposée pour la simplification du modèle sont présentées.

Le Chapitre 4 porte sur les résultats des expériences effectuées en comparant les résultats
des algorithmes ainsi que l’analyse de leurs comportements. Ceci est suivi par les résultats de
la simplification du meilleur modèle, l’analyse de la représentation apprise et l’interprétabilité
ou la compréhension des données au sens du modèle.
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Domaine d’affaires

Le domaine de l’assurance représente un marché financier très important au Canada. Ceci
est reflété notamment par l’augmentation régulière du volume annuel des primes d’assurance
achetées, tel qu’illustré à la figure 0.1. D’après l’Association canadienne des compagnies d’as-
surances de personnes (ACCAP, 2018), en 2017 presque 29 millions de canadiens ont souscrit
à une police d’assurance, ce qui a représenté plus de 110 milliards de dollars en primes d’as-
surance et 92 milliards de dollars en bénéfices payés aux clients.

Figure 0.1 – L’évolution des primes d’assurance au Canada (extrait de ACCAP (2018))

Le secteur de l’assurance vie en particulier, tant collective qu’individuelle, représentait plus
de 20 milliards de dollars en primes en 2017 et 4 730 milliards de dollars en couverture de
protection, tel qu’illustré à la figure 0.2. De cette couverture, seulement 39% est associée à un
programme d’assurance collective, et 61% est en assurance individuelle. Les clients se procurent
une assurance vie individuelle afin de fournir une protection financière à leurs familles en cas
de décès. Le retour de cette prime peut être utilisé par exemple pour subvenir aux besoins de la
famille, compenser une perte de revenu, ou payer une dette. Il existe deux types d’assurance-vie
individuelle :

— Assurance vie permanente : une protection à vie qui offre des avantages aux bénéficiaires
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en cas de décès de l’assuré et permet également d’accumuler les primes pour utilisation
en cas d’urgence financière.

— Assurance vie temporaire : un produit qui offre une couverture pour une durée prédé-
terminée (10, 15, 20, 25, 30, ou 35 ans), ce qui permet à l’assuré d’ajuster sa couverture
en fonction de l’évolution de ses besoins financiers.

Figure 0.2 – L’évolution des couvertures d’assurance vie au Canada, extrait de ACCAP
(2018)

Le secteur de l’assurance étant extrêmement compétitif, la rétention de clients est un enjeu
majeur pour ce secteur, d’autant plus que selon Thomas (2020) l’industrie de l’assurance a le
coût d’acquisition de clients le plus élevé comparé à d’autres secteurs d’activité. Et comme
mentionné précédemment, le coût de rétention d’un client est de 7 à 8 fois moins cher que
l’acquisition d’un nouveau client. La rétention des clients actuels est donc primordiale à la pro-
fitabilité des compagnies d’assurance. Le défi de gestion de la rétention représente l’ensemble
des efforts réalisés par une compagnie d’assurance afin de fidéliser ses clients actuels, et son
succès se reflète par l’intention de ses clients à renouveler leurs contrats.

Afin d’avoir une gestion de rétention efficiente, il est important de comprendre les facteurs
qui poussent le client à résilier ou à ne pas renouveler son contrat d’assurance. La figure 0.3
montre les raisons principales qui influencent la décision du client, selon une étude menée par
Assurland (2019). Il existe trois facteurs principaux expliquant la résiliation d’un contrat :

— Le client a trouvé une offre plus avantageuse en termes de prix et/ou de qualité chez un
compétiteur.
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— Le client a été conquis par une meilleure stratégie de ventes et/ou de commercialisation
d’un compétiteur.

— Le client est insatisfait de son expérience avec la compagnie actuelle.

Plus besoin d'être 
assuré 

Assurance trop chére

Regroupement de tous 
vos contrats chez un 

Vous avez trouvé mieux 
ailleurs

Insatisfaction sur les 
remboursements de 

Globalement pas 
satisfait

Insatisfaction sur les 
relations avec votre 

Autre

0,00% 20,00% 40,00%

Figure 0.3 – Les raisons principales de résiliation des contrats d’assurance extrait de Assur-
land (2019)

Grâce aux banques de données dont disposent les compagnies d’assurances, portant sur les
historiques des interactions, les descriptions de clients, etc., il est possible de développer des
méthodes de prédictions préventives afin de cibler les clients ayant un haut risque de résiliation
et leur fournir un meilleur service.
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Chapitre 1

Pré-requis

Introduction

L’apprentissage automatique est un sous-domaine de l’intelligence artificielle qui consiste à
utiliser des mathématiques et statistiques afin de rendre les machines capables d’apprendre
à réaliser des tâches en utilisant des données. Contrairement à la programmation classique
où les étapes de la réalisation de la tâche sont spécifiées avec des instructions, un algorithme
d’apprentissage automatique consomme les données et extrait automatiquement des étapes
équivalentes.

1.1 La classification binaire supervisée

Les sous-domaines de l’apprentissage automatique diffèrent selon le type de l’observation et
leur structure. En particulier, en apprentissage automatique supervisé, une observation collec-
tée par le passé est formée par la solution de la tâche, et des données utiles en lien avec les
solutions. Ces composantes sont appelées une étiquette (ou sortie) et une instance (ou donnée
en entrée), respectivement. Lorsque l’étiquette est scalaire, on parle de régression. Lorsqu’elle
est discrète (une catégorie), on parle de classification. En particulier, il s’agit de la classification
binaire lorsque la sortie appartient à un ensemble à deux catégories.

Dans le cas particulier de rétention de la clientèle, l’étiquette est une réponse "oui" ou "non" à
la question : "est-ce que ces données correspondent à un client qui désiste ?". La tâche est donc
une classification binaire. Toutefois, elle peut être formulée comme une régression si on souhaite
déterminer la probabilité (scalaire dans l’intervalle [0; 1]) d’abandon. On peut imaginer une
instance comme des attributs décrivant le profil du client, ses contrats, son interaction avec
l’agence et son historique d’indemnisations.

Notons X le domaine des instances et Y le domaine des étiquettes. Dans le cadre de la clas-
sification binaire, il est courant de choisir X = Rm pour m ∈ N \ {0} et Y = {±1} ou bien
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Y = {0, 1}. On suppose qu’il existe une relation f : X −→ Y entre les instances et les étiquettes
et on souhaite la modéliser (ou estimer son approximation) par une hypothèse h : X −→ Y.
La fonction h est communément appelée modèle et elle minimise idéalement la vraie erreur de
classification E0−1.

E0−1(X , h) = EX [h(x) = f(x)] (1.1)

En pratique, il est impossible d’évaluer E0−1(X , h) car f n’est pas accessible. Il est en effet
impossible de collecter des étiquettes pour toutes les observations possibles. On a cependant
un ensemble fini de n ∈ N \ {0} observations indépendantes et identiquement distribuées
S = {(xi, yi), xI ∈ X , yi ∈ Y, i ∈ {1, .., n}}. La tâche d’apprentissage consiste alors à produire
un modèle h qui minimise l’erreur E0−1(S, h). Il s’en suit que l’évaluation de cette erreur serait
minimale et elle est donc une estimation biaisée de E0−1(X , h). On considère alors E0−1(T , h)
sur un échantillon de test T indépendant de S et qui est inutilisé dans la phase d’appren-
tissage. E0,1(T , h) est une estimation non biaisée de E0−1(X , h). En résumé, la production
d’un classificateur binaire consiste à utiliser les observations collectées par le passé S pour
apprendre un modèle h qui performe bien, selon les métriques d’évaluation choisies, dans la
classification de nouvelles instances non vues durant l’entraînement.

1.2 Fonctions objectifs en classification binaire

L’apprentissage d’un classificateur est effectué par minimisation de l’erreur E0,1(S, h). La non-
différentiabilité de cette fonction limite les choix des algorithmes d’optimisation à ceux basés
sur la recherche exhaustive (souvent efficace modulo une structuration de données) et aux
méthodes numériques heuristiques pour l’optimisation non linéaire où la dérivée est inconnue
(descente du simplex). Toutefois, afin de bénéficier des algorithmes d’optimisation exploitant
les dérivées (solutions exactes, descente du gradient, algorithme du simplex), il est courant de
remplacer l’erreur de classification par une fonction différentiable par rapport aux paramètres
du classificateur et qui est idéalement légèrement supérieure à l’erreur de classification. On
appelle alors cette fonction erreur alternative ou bien fonction objective. Cette section liste
les fonctions objectives les plus utilisées en classification binaire.

1.2.1 Fonction de perte

Une fonction de perte ℓ : Y × Y −→ R+ est une fonction qui associe une pénalité réelle
positive à l’écart (au sens d’un critère) entre la prédiction ŷ fournie par le classificateur et la
vraie étiquette y observée durant la phase de l’entraînement. La pénalité la plus importante
est associée aux écarts les plus importants alors que les écarts les plus faibles ont souvent une
pénalité nulle ou légèrement supérieure à zéro.
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Figure 1.1 – Illustration des différentes pertes

L’erreur de classification correspond à la perte zéro-un notée ℓ0−1.

∀(y1, y2) ∈ Y × Y, ℓ0−1(y1, y2) = 1[y1 = y2]

= 1 si y1 ̸= y2 et 0 sinon.

E0,1(S, h) s’écrit comme une somme de la perte zéro-un évaluée sur toutes les observations de
S.

E0,1(S, h) =
∑

(x,y)∈S

ℓ0−1

(
y, h(x)

)
=

∑
(x,y)∈S

ℓ0−1

(
y, ŷ

)
Une fonction objective alternative est obtenue en remplaçant la fonction de perte ℓ0−1 par
une fonction qui la borne supérieurement pour tout (y1, y2) ∈ Y × Y. Le paragraphe suivant
illustre les fonctions de perte usuelles en classification binaire.

1.2.2 Fonctions de pertes alternatives

Soit Y = {±1} et une fonction g : X −→ R. On distingue deux approches principales per-
mettant de dériver h un classificateur binaire à partir de g. La première consiste à prendre le
signe de g afin de produire des sorties discrètes dans {±1}.

∀x ∈ X , h(x) = signe
(
g(x)

)
La deuxième consiste à transformer les valeurs de g, communément appelées logits, en des
scores dans [0, 1] simulant la probabilité, au sens de g, d’appartenance de l’instance x à la
classe 1. La fonction sigmoïde σ est une des transformations générant un tel score.

∀x ∈ X , P [y = 1|g,x] = σ
(
g(x)

)
∈ [0, 1]

Avec
∀x ∈ R, σ(x) =

1

1 + e−x

La fonction h peut alors être formulée comme un seuil sur les valeurs de la probabilité P [y(x) =

1|g,x]. Par exemple :

∀x ∈ X , h(x) = 1 si P [y = 1|g,x] > 0.5 et − 1 sinon.
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Dans les deux cas, la fonction de perte ℓ0−1 s’exprime en fonction de g comme suit.

∀(x, y) ∈ S, ℓ0−1(y, h(x)) = 1[h(x) = y]

= 1[y · g(x) > 0]

On peut donc penser à la fonction de perte alternative comme une fonction associant une
pénalité supérieure à 1 lorsque y.g(x) est négatif, et une perte positive dans [0, 1[ sinon. De
plus, il est préférable d’avoir une perte décroissante en fonction de y.g(x).

Perte exponentielle

La perte exponentielle est définie comme suit.

∀(x, y) ∈ S, ℓe
(
y, g(x)

)
= e−y.g(x)

Lorsque g(x) est de même signe que y, la perte exponentielle associe une faible pénalité
(exponentielle d’un argument négatif). Toutefois, elle associe une pénalité très importante et
qui varie en e|g(x)| le cas échéant.

Perte de Hinge

La perte de Hinge est définie comme suit.

∀(x, y) ∈ S, ℓH
(
y, g(x)

)
= max(0, 1− y · g(x)

)
De manière analogue à la perte exponentielle, la perte de Hinge associe une pénalité nulle
lorsque y et g(x) sont de même signe et que |g(x)| ≥ 1 et associe une pénalité supérieure à 1

si y · g(x) < 0 qui est croissante en |g(x)|.

Perte logistique binaire

La perte logistique binaire est définie comme suit.

∀(x, y) ∈ S, ℓlog
(
y, g(x)

)
= log

(
1 + e−y·g(x))

1.3 Exemples de classificateurs binaires

1.3.1 Seuil de décision

Un seuil de décision (voir par exemple Shalev-Shwartz and Ben-David (2014)) prédit une
valeur dans {±1} en évaluant si une composante de l’instance dépasse un certain seuil. Ce
classificateur est régi par trois paramètres : le seuil θ ∈ R, j ∈ {1, ...,m} l’indice de la
composante à évaluer, et b ∈ {±1} indiquant si la prédiction +1 est associée ou non à des
instances où la composante j dépasse θ.

∀b ∈ {±1}, j ∈ {1, ...,m}, θ ∈ R et x ∈ Rm, hb,j,θ(x) = b.signe(θ − x[j])
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Selon son expression, un seuil de décision divise l’espace des instances en deux partitions
disjointes, définie par la frontière x[j] = θ et associe une étiquette binaire à chacune des
partitions. La prédiction consiste alors à associer à une instance, l’étiquette de la partition où
elle se trouve.

L’apprentissage de ce classificateur s’effectue efficacement par recherche exhaustive sur des
données triées par colonne (Shalev-Shwartz and Ben-David, 2014). C’est-à-dire, pour une
colonne j :

x1[j] ≤ x2[j] ≤ ... ≤ xn[j]

L’algorithme d’apprentissage débute avec un seuil θ = −∞, classifiant tous les exemples à
−1 et évalue la fonction objective. Ensuite, les exemples sont examinés itérativement et à
chaque itération, on déplace la frontière au milieu de deux exemples successifs. Il en découle
qu’à chaque itération, un seul exemple change de côté par rapport à la frontière. Et donc,
un seul terme de la fonction objective sera mis à jour. En pratique, on soustrait l’ancienne
contribution de l’exemple à la fonction objective et on lui ajoute la nouvelle évaluation de la
fonction de perte après changement d’étiquette.

∀i ∈ {1, ..., n}, Ei+1 = E(S, θi =
xi[j] + xi+1[j]

2
) = Ei − wi.ℓ(yi,−1) + wi.ℓ(yi,+1)

Où xn+1[j] = xn[j] + 1. θ est alors choisie à partir de l’itération pour laquelle la fonction
objective est minimale. En pratique, pour bénéficier de l’astuce de tri, on calcule pour toute
colonne j, une permutation π : {1, ..., n} −→ {1, ..., n} permettant d’ordonner les instances
d’entraînement selon la colonne j. En d’autres termes :

xπ(1)[j] ≤ xπ(2)[j] ≤ ... ≤ xπ(n)[j]

Il en découle que seules les permutations des indices sont stockées. Cela permet d’éviter de
stocker les colonnes ordonnées et les étiquettes correspondantes à chaque colonne permutée et
surtout d’éviter de réordonner un sous échantillon de S. Cela permet entre autres la construc-
tion efficace d’arbres de décision.

1.3.2 Arbre de décision

Un arbre de décision (voir par exemple Steinberg (2009)) partitionne l’espace des attributs
X en des partitions disjointes séparées par des frontières de type seuil de décision. Il est en
général construit de manière incrémentale à partir d’un seuil de décision initiale. Initialement,
l’arbre est un noeud prédisant une valeur constante pour tout x ∈ X . La partition initiale est
donc X . Ensuite à chaque itération, on examine si on peut atténuer la fonction objective en
subdivisant chaque région produite en deux régions disjointes, via un seuil de décision.
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Les seuils de décision et les valeurs prédites sont structurés dans un arbre où les seuils occupent
les noeuds internes et les valeurs de sorties associées aux régions sont stockées aux feuilles
(noeuds terminaux). Les noeuds internes évaluent si une instance vérifie une condition (définie
par un seuil de décision). Si tel est le cas, le noeud enfant à droite sera évalué, sinon, le noeud
à gauche. On répète le même processus si l’enfant est un noeud interne. S’il est une feuille, la
prédiction pour l’instance sera la valeur associée à la feuille.

La fonction de décision d’un arbre de décision à N ∈ N \ {0} feuilles est modélisée par une
fonction q : X −→ {1, ..., N} et un vecteur w de N composantes, stockant les sorties pour
chaque feuille. q associe à chaque instance l’indice de la partition (ou la feuille) qui l’inclut.
La prédiction est alors définie par :

∀x ∈ X , g(x) = w[q(x)]

1.3.3 Séparateur linéaire

En classification binaire, un séparateur linéaire est défini comme une combinaison linéaire
des attributs, passée en argument à une fonction (typiquement non linéaire) afin d’avoir des
valeurs discrètes dans {0, 1} ou {±1}, ou bien des valeurs scalaires entre [0, 1] dans le cas de la
régression logistique (voir par exemple Shalev-Shwartz and Ben-David (2014)). En s’alignant
avec les notations de la section 1.3.2, la fonction de décision g du modèle linéaire est définie
en fonction d’un vecteur w ∈ Rm et d’un biais b ∈ R comme suit :

∀x ∈ X , g(x) = wTx+ b

L’apprentissage des paramètres w et b peut s’effectuer itérativement en utilisant l’algorithme
du perceptron, ou par descente du gradient pour la minimisation du log-vraisemblance ou de
l’erreur logistique.

Le produit scalaire wTx fait en sorte que le gradient de la fonction objective pour une instance
xi est colinéaire à xi. Il s’ensuit que w peut s’exprimer comme une combinaison linéaire des
instances d’entraînement.

∃(α1, α2, ..., αn) ∈ Rn,w =
n∑

i=1

αi.xi

Les méthodes à vecteurs de supports (SVM) identifient les coefficients αi en minimisant l’erreur
de Hinge régularisée L2 pour favoriser la convergence vers des w de faible norme.

On observe également que la fonction de décision d’un noeud interne d’un arbre de décision
peut s’exprimer comme un séparateur linéaire. En effet, la fonction de décision correspondante
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s’écrit comme suit.

∃j ∈ {1, ...,m}, θ ∈ R, tel que ∀x ∈ X , g(x) = θ − x[j]

= (0, ..., 0,−1, 0, ..., 0).x+ θ

= wTx+ b

Avec w un vecteur de Rm de composantes nulles sauf à la position j, où w[j] = −1, et
b = θ. Il s’ensuit qu’il est possible d’optimiser le biais d’un séparateur linéaire en apprenant
un noeud interne d’un arbre de décision de profondeur unité et en utilisant les projections wTx

à la place des instances. De plus, on peut même partitionner la droite R en des intervalles
disjoints permettant de mieux séparer les exemples d’entraînement selon les valeurs de wTx

en apprenant un arbre de décision de profondeur supérieure à 1.

1.3.4 Modèle linéaire généralisé

Le modèle linéaire généralisé applique un séparateur linéaire sur les images d’une instance
par des transformations de X vers R non nécessairement linaires. Notons Φ1, Φ2,...,ΦT ces
transformations, pour T ∈ N \ {0}. Mathématiquement, la fonction de décision d’un modèle
linéaire généralisé s’écrit comme suit.

∃w = (w1, ..., wT ) ∈ RT et b ∈ R tel que ∀x ∈ X , g(x) = b+

T∑
t=1

wt.Φt(x)

L’arbre de décision comme modèle linéaire généralisé

Soit un arbre de décision à N feuilles, défini par la fonction q : X −→ {1, ..., N} associant à
chaque instance l’indice de la partition (ou la feuille) qui la contient, et le vecteur de poids
w = (w1, ..., wn) où chaque composante wi correspond au poids associé à la partition d’indice
i. On construit également la famille de fonctions indicatrices (Φi)i∈{1,...,N} définie par :

∀x ∈ X , Φi(x) = 1[q(x) = i]

= 1 si (q(x) = i) et 0 sinon

Φi est une fonction qui indique l’appartenance de l’instance à la partition d’indice i. On observe
alors que la sortie de l’arbre de décision est un modèle linéaire généralisé sans biais :

∀x ∈ X , g(x) =

N∑
i=1

wi.Φi(x)

Cette modélisation est équivalente à éclater l’arbre de décision en N branches. Chaque branche
prédit 1 si l’instance satisfait toutes ses conditions et 0 sinon. Les sorties de toutes les branches
formeront un vecteur à N composantes et qui sera multiplié par w. La figure 1.2 montre cette
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procédure pour un arbre de décision à 3 feuilles et dont les noeuds internes vérifient des
conditions notées A et B.

A

B

¬A ¬B

A A

B

𝑤1

𝑤2 𝑤3

𝑤1
𝑤2

𝑤3

Figure 1.2 – Équivalence entre un arbre de décision et un modèle linéaire généralisé

En particulier, pour N = 2, l’arbre de décision peut être exprimé en fonction d’une de ses
branches.

∀x ∈ X , g(x) = w1 + (w2 − w1).Φ2(x)

La figure 1.3 montre graphiquement cette équivalence.

A A

𝑤1 𝑤2
𝑤1𝑤2 − 𝑤1

1

Figure 1.3 – Équivalence entre un arbre de décision à 2 branches et un modèle linéaire
généralisé basée sur une branche

Un seul arbre de décision donne généralement de faibles performances vu qu’en majorité des
cas les données ne sont pas séparables par des seuils de décision. Toutefois, plusieurs arbres
peuvent bien performer dans une combinaison intelligente, appelée méthode d’ensemble.

Les méthodes d’ensemble apprennent un classificateur dont la sortie est une combinaison
linéaire de sorties de plusieurs prédicteurs. Ces derniers peuvent être de même famille de
fonctions ou bien de familles hétérogènes. L’objectif de l’algorithme d’apprentissage est de
produire des prédicteurs assez complémentaires afin d’obtenir une combinaison qui performe
mieux que tous les prédicteurs individuels qui la forment. On distingue deux stratégies de
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construction d’une telle complémentarité, à savoir : le bagging (bootstrap aggregation) et le
boosting.

Le bagging

Le bagging consiste à fournir à chaque prédicteur un sous échantillon de S obtenu par tirage
aléatoire avec remise. Il y a donc une grande chance que certains prédicteurs reçoivent des
échantillons différents les uns des autres. Ils produiront alors des modèles variés et qui ont
une grande chance d’être complémentaires. La technique du bagging est souvent utilisée pour
créer des ensembles d’arbres de décision, appelés forêts aléatoires.

Le Boosting

Le boosting construit itérativement les prédicteurs et leurs poids associés en garantissant que
le nouveau prédicteur soit complémentaire à l’ancienne combinaison. D’abord, les évaluations
de la fonction de perte associée à chaque exemple sont pondérées uniformément avec des poids
uniformes di = 1/n ∀i ∈ {1, ..., n}. Ensuite, l’algorithme d’apprentissage ajuste les pondéra-
tions pour valoriser les exemples pour lesquels l’ensemble déjà créé performe mal. Le prochain
prédicteur sera alors orienté vers la modélisation de ces exemples. Certains algorithmes modi-
fient en plus les vraies étiquettes avec un terme équivalent à un résidu entre la prédiction de
l’ensemble et la vraie étiquette, pour chaque observation.

Dans ce qui suit, la fonction de décision d’un ensemble à T classificateurs binaires {f1, ..., fT }
sera notée comme suit.

∀x ∈ X , g(T )(x) =
T∑

j=1

αj . f (j)(x)

Avec (α1, ..., αT ) ∈ RT . Les classificateurs et l’ensemble sont également appelés votants et
vote de majorité, respectivement. Il est possible d’inclure les poids dans la sortie des votants
individuels. On aura alors une somme d’algorithmes de régression.

On distingue deux approches principales de Boosting, à savoir Adaboost (Schapire, 2003) et
XGBoost (Chen and Guestrin, 2016). L’algorithme Adaboost ajoute à l’ensemble g(t) créé à
l’itération t, une fonction f multipliée par son poids α pour minimiser l’erreur exponentielle
pondérée suivante.

Eexp(S, t+ 1) =
n∑

i=1

di . exp[−yi(g(t)
(
xi) + α.f(xi)

)
]

=
n∑

i=1

di . exp[−yi . g(t)(xi)] . exp[−yiαf(xi)]

∝
n∑

i=1

d
(t)
i . exp[−yiαf(xi)] (1.2)
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Avec

d
(t+1)
i =

di . exp[−yi.g(t)(xi)]∑n
i=1 di . exp[−yig(t)(xi)]

(1.3)

On peut démontrer que :

d
(t+1)
i =

d
(t)
i . exp[−yi.αt.f

(t)(xi)]

Zt
(1.4)

avec Zt =
n∑

i=1

d
(t)
i . exp[−yi.αt.f

(t)(xi)] = Eexp(S, t) un terme de normalisation.

L’algorithme Adaboost en découle alors sous forme de trois étapes principales. En effet, à
chaque itération t, l’algorithme :

— Appelle l’algorithme d’apprentissage du votant pour produire un classificateur f mini-
misant l’équation 1.2

— Trouve α la solution de 1.2 pour un f choisi

— Met à jour les poids des observations selon l’équation 1.4

L’algorithme détaillé est fourni en Annexe A.

Selon l’expression 1.3, l’algorithme Adaboost associe aux erreurs de prédiction (yi.g(t)(xi) < 0)
un poids exponentiel, d’amplitude proportionnelle à exp(|g(t)(x)|). Pour les bonnes prédictions,
il associe un faible poids proportionnel à exp(−|g(t)(x)|). En tenant compte du terme de
normalisation, les poids associés aux bonnes classifications seront négligeables devant ceux
associés aux poids des erreurs de classifications. La pondération par l’algorithme Adaboost est
donc assimilable à la création d’un nouvel échantillon d’entraînement en éliminant les exemples
bien classifiés.

De plus, l’expression de α et celle des nouveaux poids d(t+1) permettent au classificateur
produit à l’itération t de devenir équivalent à un choix aléatoire au sens des pondérations de
l’itération suivante. Ceci, avec un bon choix de f (0), rend Adaboost naturellement adapté aux
données déséquilibrées. La propriété A.2.1 de l’annexe A détaille cet effet.

L’algorithme XGBoost, quant à lui, minimise toute fonction objective deux fois différentiable
par rapport aux prédictions de l’ensemble, et construit un ensemble à partir de la somme de
T algorithmes de régression f (1), ..., f (T ).

∀x ∈ X , g(T )(x) =

T∑
j=1

f (j)(x) (1.5)

À chaque itération t+1, l’algorithme optimise un votant f qui minimise le développement de
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Taylor d’ordre 2 de la fonction objective E(S, t+ 1) autour des prédictions gi,t = g(t)(xi).

E(S, t+ 1) =
n∑

i=1

[
ℓ(yi, gi,t)− ai,t+1.f(xi) +

bi,t+1

2
f2(xi)

]
avec ai,t+1 = −

∂ℓ(yi, gi,t)

∂gi,t
et bi,t+1 =

∂2ℓ(yi, gi,t)

∂g2i,t

En complétant le carré, la fonction objective s’écrit comme suit.

E(S, t+ 1) = E(S, t) + cste +
n∑

i=1

bi,t+1

2

[
f(xi)−

ai,t+1

bi,t+1

]2
Ainsi, à chaque itération t, XGBoost calcule des nouveaux poids définis par d

(t)
i = bi,t/2 et

des nouvelles étiquettes y′i = ai,t/bi,t et appelle l’algorithme d’apprentissage pour produire un
algorithme de régression f minimisant l’erreur quadratique moyenne entre les prédictions par
f et les pseudo étiquettes (y′i)i et de carrés pondérés par (d

(t)
i )i.

Par sa formulation indépendante du choix de la fonction de perte, XGBoost s’avère plus
générique qu’Adaboost et peut être utilisé avec des fonctions objectives personnalisées. Les li-
brairies logicielles l’implémentent avec la fonction de perte logistique. Cependant, elles offrent
la possibilité d’injecter une fonction calculant ai,t et bi,t. En particulier, lorsqu’on choisit la
perte exponentielle, et lorsqu’on choisit f comme une fonction proportionnelle à un classifica-
teur, l’algorithme XGBoost devient une approximation d’Adaboost. Les détails des liens entre
Adaboost et XGBoost sont fournis en annexe B.

Dans le cas où f est un arbre de régression, XGBoost peut être reconstruit comme une fonction
linéaire des sorties des feuilles des arbres de l’ensemble. De plus, en additionnant les vecteurs
indiquant l’importance des attributs de chaque arbre individuel, on obtient un vecteur résul-
tant indiquant leur importance au sens de XGBoost. Comme la construction des arbres de
décision est incrémentale, il est possible que certains attributs ne soient jamais utilisés. Il est
alors possible de les enlever et de réduire la dimension des instances. Le vecteur d’importance
des attributs peut être utilisé dans une méthode supervisée de sélection d’attributs, visant à
optimiser davantage la fonction objective. Ceci fera l’objet de la section 1.7.

1.4 Critères de performances en classification binaire

Durant la phase de test, le classificateur produit par un algorithme d’apprentissage peut être
évalué d’une part en calculant l’erreur de classification, ou la fonction objective alternative sur
l’ensemble de test. De l’autre part, il peut être évalué selon des métriques additionnelles basées
sur l’analyse des erreurs de classifications. En particulier, les vraies et les fausses positives.
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1.4.1 Matrice de confusion

Les prédictions du classificateur sont soit positives (+1) ou négatives (−1). Une prédiction est
dite ‘vraie’ lorsqu’elle est égale à la vraie étiquette associée à l’instance. Selon son exactitude,
une prédiction peut alors appartenir à l’une des catégories suivantes.

— Vraies positives (VP) : Ce sont les instances d’étiquettes positives, auxquelles le
classificateur a associé des étiquettes positives

— Vraies négatives (VN) : Ce sont les instances d’étiquettes négatives, auxquelles le
classificateur a associé des étiquettes négatives.

— Fausses positives (FP) : Ce sont les instances d’étiquettes négatives, auxquelles le
classificateur a prédit des étiquettes positives

— Fausses négatives(FN) : Ce sont les instances d’étiquettes positives, pour lesquelles
le classificateur a prédit des étiquettes négatives.

Ces quatre mesures donnent une description assez complète du comportement du classificateur
et de la répartition de ses erreurs. Elles sont généralement représentées dans un tableau (voir
tableau 1.1) appelé matrice de confusion.

Tableau 1.1 – Matrice de confusion

Prédiction positive Prédiction Négative

Vraie étiquette positive VP FN
Vraie étiquette négative FP VN

Idéalement, on souhaite avoir un classificateur ayant une matrice de confusion diagonale, sans
fausses positives ni fausses négatives. Plus la matrice de confusion est proche d’une matrice
diagonale, mieux est le classificateur.

1.4.2 Exactitude

Pour un ensemble S de n exemples, l’exactitude de la classification est le ratio de la somme
des vraies prédictions sur le nombre total des prédictions.

Exactitude(S) = V P + V N

V P + FP + V N + FN
=

V P + V N

n
= 1− E0−1(S, h)

Cette métrique est pertinente lorsque les exemples sont équilibrés, c’est-à-dire distribuée uni-
formément par classe. En effet, dans le cas idéal où les deux classes ont le même nombre
d’exemples, la contribution de chaque classe dans l’exactitude est exactement 50%. Par exemple,
dans le cas particulier du classificateur trivial constant x ∈ X , hc(x) = −1, l’exactitude sur
un ensemble équilibré sera de 50%. Or, dans notre cas de données déséquilibrées, l’évaluation
de l’exactitude serait biaisée. À titre d’exemple, en supposant que la classe positive représente
seulement 1% des données, le même classificateur constant aurait une exactitude de 99% sans
détecter aucune vraie positive.
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Certains algorithmes d’apprentissage peuvent produire un tel classificateur trivial. En effet,
dans le cas des petits disjoints et du chevauchement (voir les sections 2.2.2 et 2.2.1), l’amélio-
ration des vraies positives risque de s’accompagner par une diminution importante du nombre
de vraies négatives. Il s’ensuit que l’amélioration du nombre de vraies positives génère une
grande pénalité dans la fonction objective. Pour remédier à ce problème, il est courant d’in-
troduire des poids aux termes de la fonction objective pour augmenter la contribution des
erreurs sur la classe +1 dans sa diminution. Ceci est équivalent à dupliquer des exemples de
la classe minoritaire où à enlever des exemples redondants de la classe majoritaire.

Le problème constaté relativement à l’exactitude (et l’erreur de classification) est qu’elle peut
être élevée avec V P = 0 dans le cas des données déséquilibrés. Nous avons donc besoin de
métriques par classe, à savoir la précision, le rappel et la mesure Fβ

1.4.3 Précision et Rappel

La précision et le rappel se calculent relativement à une seule classe de choix C qui sera référée
par la classe positive. Donc, les prédictions seront dites positives si elles sont égales à C et
négatives sinon. Ces métriques sont définies comme suit.

Précision(C) =
V P

V P + FP

Rappel(C) =
V P

V P + FN

La précision indique le pourcentage des instances d’étiquettes positives C relativement au
nombre d’instances ayant la prédiction C. Un classificateur peut être très précis tout en dé-
tectant un très faible nombre d’instances de vraies étiquettes C. Le rappel s’impose alors
comme métrique complémentaire quantifiant le pourcentage restant d’instances d’étiquette C

à inclure dans les prédictions positives.

Selon la valeur d’affaire souhaitée du classificateur, il est courant de préférer une augmentation
du rappel contre une faible baisse de la précision et vice versa. Cette préférence est gérée par
la métrique Fβ .

1.4.4 Fβ-score

La mesure Fβ-score, une métrique à valeur dans [0, 1], permet de quantifier des comportements
de classificateurs réalisant des compromis entre la précision et le rappel.

Fβ-score = (1 + β2) ∗ Précision ∗ Rappel
(β2 ∗ Précision) + Rappel

Pour β = 1, la précision et le rappel contribuent de manière égale à l’augmentation de Fβ .
Des valeurs plus faibles de β correspondent à préférer des classificateurs à haute précision.
Inversement, des valeurs plus élevées de β favoriseront les classificateurs à haut rappel. Le cas
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limite de β = +∞ correspond à préférer des classificateurs à très haut rappel et à très faible
précision. Inversement, β = −∞ donne une métrique Fβ qui associe un score important aux
classificateurs à très haute précision et à très faible rappel.

1.5 Sélection de modèles et des hyperparamètres

Nous avons vu que les algorithmes d’apprentissage produisent des classificateurs en minimisant
une fonction objective supérieure à l’erreur de classification. Or, nous avons vu que pour les
données d’entraînement déséquilibrées, certains classificateurs simplistes décideront de mal
performer sur la classe minoritaire. Cela arrive lorsque le classificateur appartient à une famille
de fonctions qui n’est pas assez riche pour exprimer les relations entre les instances et les
étiquettes. Toutefois, l’utilisation de familles de fonctions complexes et très riches risque de
produire un classificateur qui prédit au cas par cas. Il s’agit d’une mémorisation totale de
l’ensemble d’entraînement. Il y a donc absence d’apprentissage dans les deux cas. En effet,
dans le premier cas, le classificateur confond les exemples difficiles de classe +1 à des exemples
de classe −1. Dans le deuxième cas, le classificateur mémorise les observations au lieu d’en
extraire des corrélations et des règles de décision. L’identification d’un bon choix de complexité
s’impose.

Les familles de modèles diffèrent par leur complexité et leur force d’exprimer des relations
entre des instances et des étiquettes. On parle alors de sélection de modèles lorsqu’on sou-
haite choisir une famille de modèles. De plus, au sein d’une même famille, la complexité des
classificateurs dépend des choix des hyperparamètres. Ces derniers sont définis comme des pa-
ramètres non optimisés par la minimisation de la fonction objective. Ainsi, on parle de sélection
d’hyperparamètres ou de paramétrage fin lorsqu’il s’agit de sélectionner des hyperparamètres.

Selon leur type, on distingue trois techniques de sélection de modèles et des hyperparamètres.
À savoir :

— La régularisation de la fonction objective

— L’arrêt prématuré

— La recherche exhaustive

1.5.1 La régularisation de la fonction objective

Nous abordons la régularisation de la fonction objective dans le but de calibrer la complexité
du modèle afin d’éviter le surapprentissage. Cette méthode consiste à modifier la fonction
objective pour pénaliser les modèles les plus complexes et minimiser l’erreur d’apprentissage.
Ceci est effectué en ajoutant un terme de régularisation à la fonction objective telle que :

min
h

n∑
i=1

ℓ(h(xi), yi) + λR(h)
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où λ est le coefficient qui permet de contrôler l’importance relative du terme de la régulari-
sation R(h) et du terme de l’erreur. Un λ élevé risque de produire un classificateur simple
qui minimise la régularisation sans forcement minimiser l’erreur de classification. Il faut choi-
sir l’hyperparamètre λ afin d’atteindre un compromis de minimisation des deux termes de la
fonction objective.

1.5.2 L’arrêt prématuré

L’arrêt prématuré est utilisé pour déterminer le nombre d’itération pour les modèles appris
itérativement. Il consiste à arrêter l’entraînement au moment déclenchant le surapprentissage
(1.4)

Entraînement

Nombre d'itération

Validation

Point d'arrêt  

prématuré

Er
re

ur

Figure 1.4 – Exemple synthétique d’arrêt prématuré

Parmi les conditions d’arrêt possibles on énumère :

— La fonction objective évaluée sur l’ensemble de validation est saturée et devenue asymp-
tote (des faibles fluctuations autour d’une valeur constance). L’arrêt prématuré est effec-
tué lorsque l’allure de l’erreur évolue par faibles fluctuations autour d’une valeur finale
constante.

— La fonction objective sur l’ensemble de validation cesse de baisser pendant un certain
nombre d’itérations. L’arrêt prématuré est effectué en prenant l’itération associée à la
valeur minimale de la fonction objective sur l’ensemble de validation.

1.5.3 La recherche exhaustive de grille

On suppose pour chaque hyperparamètre qu’on a un ensemble de valeurs candidates. La
recherche exhaustive consiste à tester toutes les combinaisons possibles des choix des hyper-
paramètres parmi lesdits ensembles. La meilleure combinaison est celle réalisant la meilleure
performance selon une métrique évaluée sur l’ensemble de validation. Toutefois il existe des
méthodes moins exhaustives tel que la recherche aléatoire et l’optimisation bayesienne. La
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première consiste à exploser un ensemble de combinaison aléatoire de valeurs des hyperpara-
mètres l’objectif étant d’échantillonner efficacement la grille des hyperparamètres dans l’espoir
de sorte qu’elle contienne une combinaison proche de l’optimal. la deuxième consiste à amé-
liorer itérativement le choix des futures hyperparamètres en fonction des résultats donnés par
les hyperparamètres déjà explorés.

1.6 Ingénierie des attributs

Cela consiste à projeter des données dans un espace où elles deviennent facilement séparables
(avec une famille de fonctions non complexes). Cela peut s’effectuer en entraînant un mo-
dèle sur la tâche de classification et en prenant l’espace de caractéristiques appris, ou bien en
utilisant une tâche prétexte (compression des données, apprendre à trier, apprendre une mé-
trique/distance) et en utilisant les données projetées dans cet espace dans un autre algorithme
de classification.

Étant donné que les méthodes de Boosting sont les plus performantes pour la classification
des données déséquilibrées, et que ces méthodes reposent sur l’idée d’utiliser un classificateur
simple et qui s’apprend rapidement comme votant, nous allons considérer les méthodes simples
d’ingénierie des attributs. En particulier, PCA et RCA. Ces méthodes seront examinées dans
l’optique de générer des projections linéaires susceptibles de remplacer les directions one-hot
présentes dans les seuils de décision. À rappeler que l’encodage one-hot consiste à transformer
une variable catégorique à k niveaux en un vecteur à k composantes où chaque composante
d’indice j est la réponse (1 si oui, 0 sinon) à la question si la valeur de la variable est égale au
niveau j.

1.6.1 Analyse en composantes principales (PCA)

PCA apprend une famille de vecteurs orthogonaux et normés, appelés directions principales.
La transformation par PCA est équivalente à une rotation ou une réflexion, selon le signe du
déterminant de la matrice de projection. L’apprentissage des directions principales est formulé
comme une minimisation de l’erreur de reconstruction pour des fins de réduction de dimension-
nalité. La minimisation de l’erreur de reconstruction signifie que l’instance et sa reconstruction
à partir de sa projection doivent être égales ou très similaires. L’égalité est obtenue lorsque
l’espace appris est de même dimension que l’espace des instances. Lorsque l’espace appris est
à faible dimension, les composantes principales générées capturent le maximum possible de
l’information contenue dans les instances d’entraînement. Ceci dit, la première composante
principale capture la direction moyenne des données. La seconde capture la direction moyenne
des données projetées dans l’espace orthogonal au sous-espace déjà créé (droite pour la pre-
mière composante). Et ainsi de suite jusqu’à ce que le nombre de composantes coïncide avec
la dimension des données.
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1.6.2 RCA

RCA supervisée est une modification de PCA qui ne garantit pas l’orthogonalité des com-
posantes. La modification consiste à remplacer la matrice de corrélation par une somme de
matrices de corrélation des instances de même classe. Chaque élément de la somme est calculé
en utilisant le centre de la classe correspondante. La matrice de projection est calculée en
utilisant la factorisation de Cholesky de l’inverse de la matrice de corrélation, contrairement
à la méthode PCA où on calcule ses vecteurs propres.

1.7 Sélection supervisée des attributs

On sélectionne les attributs permettant de mieux minimiser la fonction objective. Certaines
méthodes de réduction de dimensions se basent sur la minimisation d’une fonction extraite
entièrement des attributs, ces méthodes sont qualifiées de non-supervisées. Les méthodes super-
visées s’adressent à la réduction de la dimensions des attributs pour améliorer les performances
d’un algorithme supervisé.

1.7.1 Sequential Floating Forward Selection (SFFS)

L’algorithme SFFS (Somol et al., 2010) permet d’identifier l’ensemble des attributs les plus
importants pour la classification. L’algorithme démarre avec un ensemble vide d’attributs sé-
lectionnés. Ensuite, à chaque itération, le meilleur attribut permettant d’améliorer la fonction
objective est ajouté à l’ensemble. Si ce dernier contient plus que deux attributs, l’algorithme
procède à l’élimination (si possible) d’un attribut sélectionné afin d’améliorer la fonction ob-
jective. Finalement l’algorithme s’arrête quand aucune amélioration n’est possible (par ajout
et suppression) et l’ensemble final des attributs sélectionnés est retourné.

1.7.2 Recursive Feature Elimination (RFE)

Certains algorithmes, par leur conception, permettent d’associer un score de pertinence aux
attributs utilisés. À titre d’exemple, les arbres de décision et les ensembles d’arbres de décision
associent à chaque attribut sa contribution (en termes de gain) dans la minimisation de la
fonction objective. Les modèles linéaires appris sur des données centrées réduites encodent
une telle information dans les poids appris. En effet, plus la valeur absolue d’un poids est
élevée, plus l’attribut est important.

Il est courant pour ces algorithmes d’utiliser des heuristiques permettant la sélection des
meilleurs attributs. On peut penser par exemple à la sélection de l’ensemble minimal d’at-
tribut ayant une importance cumulative supérieure à un certain seuil choisi. Cependant, une
telle méthode risque d’impliquer une baisse des performances. En effet, il est possible que
l’utilisation d’un attribut peu important (à faible gain) révèle des règles de décision utilisant
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d’autres attributs et qui séparent davantage les données. En d’autre termes, il est possible que
certains attributs à faible gain soient importants pour la classification et devront être retenus.

La méthode RFE (Guyon et al., 2004) adopte une approche itérative et conservatrice d’éli-
mination des attributs. En effet, à chaque itération, seul l’attribut ayant l’importance la plus
faible est éliminé. Ensuite, un nouveau prédicteur est appris avec les attributs restants, et
pour lequel, on évalue de nouveau l’importance des attributs utilisés. Ceci est répété jusqu’à
ce qu’un seul attribut est restant, indépendemment de la variation des performances. Fina-
lement, l’itération correspondant à la valeur minimale de la fonction objective est retenue.
L’ensemble pertinent des attributs est alors obtenu en reproduisant la séquence d’éliminations
menant à cette itération.

Conclusion

Ce chapitre a porté sur les prérequis théoriques de la classification binaire à partir des données
déséquilibrées. Le chapitre suivant consiste à présenter les propriétés ainsi que la revue des
techniques de traitement des données déséquilibrées.
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Chapitre 2

Données déséquilibrées

Introduction

La problématique des données déséquilibrées est présente dans plusieurs domaines d’applica-
tions de l’apprentissage automatique supervisé, incluant notamment la biologie, médecine, et
finance (Yang and Wu, 2006). Cette problématique se caractérise par un déséquilibre des pro-
babilités antérieures des classes constituant la variable de sortie (Chawla et al., 2004). Dans ce
cas, la classe dominante sera appelée la classe majoritaire (classe 0) et la classe de l’évènement
rare sera appelée la classe minoritaire (classe 1).

2.1 Impacts du déséquilibre sur les classificateurs

Soit deux familles de classificateurs, à savoir les modèles à base d’arbres de décisions construits
selon un critère de division et les modèles paramétrés mis à jour par descente de gradient. Dans
le premier cas, l’objectif est de créer des règles de décision capables d’augmenter la pureté au
sein de chaque division. En présence du déséquilibre, il est fort probable que les divisions
seront construites en fonction de la classe majoritaire et au détriment de la classe minoritaire
comme on peut le voir sur la figure 2.1.

Figure 2.1 – Exemple d’arbre de décision à partir de données déséquilibrées
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Par analogie, en utilisant un modèle paramétré la descente de gradient est mise à jour pour
minimiser la fonction de perte. Cepndant, la mise à jour minimisant l’erreur sur la classe
minoritaire est souvent associée à une augmentation importante de l’erreur sur la classe ma-
joritaire. Il s’en suit qu’à la fin de l’apprentissage la contribution de la classe minoritaire dans
les exemples est négligeable par rapport à celles des exemples de la classe majoritaire. Ceci
revient à dire que les classificateurs sacrifient les performances sur la classe minoritaire pour
bien classifier la classe majoritaire. Or même en présence du déséquilibre entre les classes si les
données sont linéairement séparables, on peut construire un algorithme performant pour toutes
les classes. Ceci revient à dire qu’il est primordial de comprendre les propriétés intrinsèques
des données déséquilibrées afin de mieux cerner la nature du problème.

2.2 Propriétés générales des données déséquilibrées

La classification binaire avec l’apprentissage automatique à partir des données déséquilibrées
introduit plusieurs défis de par la nature des données (Sun et al., 2009). Cette section porte
sur les propriétés de ces données.

2.2.1 Chevauchement entre les classes

On parle d’un problème de chevauchement (Prati et al., 2004) lors de l’absence de séparabilité
entre les classes. Ce problème apparaît lorsque dans un espace de représentation des variables
il existe le même nombre d’instances par classe. Ceci se traduit par l’égalité des probabilités à
priori dans ces espaces ce qui mène à une difficulté de distinction des classes. Afin d’illustrer
cette propriété, on a généré un jeu de données 1 synthétique avec 1000 instances et deux classes
ainsi qu’un déséquilibre fixé à 7% pour la classe 1 et 93% pour la classe 0 et on a varié le
niveau de chevauchement.
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Figure 2.2 – Illustration des données avec variation du degré de chevauchement

1. En utilisant Python et la librairie sklearn
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La figure 2.2 montre que même avec un niveau de déséquilibre fixe, le degré de chevauche-
ment impacte fortement la capacité de distinguer les deux classes. On remarque que les deux
ensembles de données sur la figure 2.2a constituent deux partitions englobantes sans marges
de séparation. Cependant, en réduisant le degré de chevauchement, les deux partitions com-
mencent à s’éloigner, exemple 2.2b, jusqu’à l’obtention de deux partitions linéairement sépa-
rables, le voir sur la figure 2.2c.

2.2.2 Petits disjoints

La difficulté de la classification à partir des données déséquilibrées peut également être causée
par présence des petits disjoints (Jo and Japkowicz, 2004) dans les données. Ceci se produit
quand les points de la même classe sont représentés sous forme de petits groupes disjoints,
constituant ainsi des sous-concepts marginalisés. Bien que la majorité des données aient im-
plicitement des groupes disjoints de la même classe, l’appareillement avec le problème de
déséquilibre augmente la complexité de la classification. Il devient donc difficile de différencier
entre le bruit et les sous-concepts.

2.2.3 Manque de données

On s’intéresse dans cette partie au nombre d’exemples de données disponibles pour l’entraî-
nement des modèles. L’idéal est d’avoir un ensemble de données qui couvre tout l’espace de
représentation des variables et leurs classes respectives. Le manque de données (Raudys and
Jain, 1991) peut être considéré également comme un problème de manque d’information. La
figure 2.3 montre le nuage de point à deux classes d’un jeu de données synthétique généré avec
les propriétés suivantes :

— Nombre d’instances = 1000, Nombre de variables = 2, Ratio de déséquilibre = 7 : 100 ,
Degré de séparabilité = 0.5, Bruit = 0.15
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(b) 100% d’instances d’entraî-
nement

Figure 2.3 – Exemple de manque de données d’entraînement
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On représente 10% des points de données (2.3a) suivi de l’ensemble des données (2.3b) afin
d’illustrer la caractéristique de manque de densité. On constate sur la figure 2.3a un manque
de densité rendant ainsi difficile la création d’un modèle de généralisation permettant de créer
des frontières de l’espace de représentation à partir des données. En outre, le déséquilibre des
données accentue la difficulté de détecter la classe minoritaire, menant au surapprentissage du
modèle dans cet espace. La classe minoritaire peut également être considérée comme un bruit
dans ce cas de figure.

2.2.4 Bruit des étiquettes

Cette propriété désigne l’attribution erronée des étiquettes aux exemples, en changeant l’éti-
quette d’une instance de la classe minoritaire en classe majoritaire ou inversement. Ceci peut
être causé par l’ambiguïté des instances aux frontières des classes ou par des erreurs de collec-
tion des données ce qui peut impacter aléatoirement la distribution des classes dans l’espace
de représentation.

En présence du déséquilibre, le bruit des étiquettes (Weiss, 2004) est plus influent pour deux
raisons :

— L’inversion des étiquettes d’instances de la classe minoritaire mène à une perte addition-
nelle d’information sur la représentation de cette classe.

— Le changement d’étiquette d’instances de la classe majoritaire vers la classe minoritaire
risque de générer des sous-concepts accentuant la dispersion de la classe minoritaire.

Afin d’illustrer cette propriété, on a créé un ensemble de données avec les propriétés suivantes :

— Nombre d’instances = 1000, Nombre de variables = 2, Ratio de déséquilibre = 7 : 100 ,
Degré de séparabilité = 0.5, Bruit ∈ {1%, 5%, 50%}

(a) Bruit = 0.5 (b) Bruit = 0.05 (c) Bruit = 0.01

Figure 2.4 – Surface de probabilité de la classe minoritaire (bleu) générée par un arbre de
décision de profondeur = 2

On constate que les surfaces de probabilités qui déterminent les frontières créées par le modèle
s’améliorent en réduisant le bruit. À cause de l’inversion des étiquettes on remarque sur la
figure 2.4 l’apparition des petits disjoints de la classe minoritaire construite à partir d’instances
bruitées, ainsi qu’un haut niveau de chevauchement entre les classes ce qui induit à l’incertitude
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du modèle entraîné. Ce dernier s’améliore sur la construction des frontières de décision en
réduisant le degré de bruit.

2.3 Revue des méthodes de traitement des données
déséquilibrées

Les approches proposées dans la littérature pour traiter la classification à partir de données
déséquilibrées (Barandela et al., 2003) se regroupent principalement en deux catégories. La
première catégorie porte sur des approches de prétraitement de données afin de diminuer le
déséquilibre entre les classes et la deuxième sur des méthodes de modification de la fonction
objective qui se basent sur l’adaptation des classificateurs pour qu’ils prennent en considération
le déséquilibre entre les classes.

2.3.1 Approches au niveau des données

Le ré-échantillonnage est une technique répandue dans le prétraitement des données déséqui-
librées. Il consiste à équilibrer l’ensemble d’entraînement en réduisant l’asymétrie des distri-
butions des classes (Batista et al., 2004). Il existe trois méthodes de ré-échantillonnage :

— Le sous-échantillonnage consiste à réduire les instances de la classe majoritaire

— Le sur-échantillonnage consiste à générer des instances de la classe minoritaire.

— L’échantillonnage hybride est une combinaison des deux méthodes précédentes.

Méthodes de sous-échantillonnage

Les méthodes de sous-échantillonnage consistent à sélectionner ou à générer des ensembles S ′0
à partir de l’ensemble original d’entraînement de la classe majoritaire S0, tel que |S ′0| < |S0|.
Dans le cas de sélection d’ensembles, les instances sont choisies à partir des données initiales
d’où S ′0 ⊂ S0. Or lors de la génération d’ensemble, la méthode implémentée réduit la classe
majoritaire et génère synthétiquement un ensemble d’entraînement majoritaire tel que S ′0 ̸⊂
S0.

Exemples de méthodes de sélection

— Sous-échantillonnage aléatoire : un nombre prédéterminé d’instances de la classe ma-
joritaire est sélectionné au hasard à partir de S0. Cette méthode non-heuristique est
qualifiée de naïve puisqu’aucune hypothèse n’est faite sur les données. Le risque de perte
d’information est élevé.

— Les liens de Tomek ou Tomek Links (Tomek, 1976) : représentent les instances dans
l’ensemble de données dont le plus proche voisin appartient à la classe différente. Soit xi

et xj deux instances appartenant à deux classes différentes avec une distance d(xi,xj),
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la paire (xi,xj) est dite un lien de Tomek si :

∄ k ∈ {1, ..., n} \ {i, j} tel que d(xi,xk) < d(xi,xj) ou bien d(xj ,xk) < d(xi,xj)

Cette méthode de sous-échantillonnage consiste donc à éliminer les instances de la classe
majoritaire qui forment des liens Tomek avec la classe minoritaire. Cette opération est
effectuée jusqu’à l’obtention d’un ensemble de données S ′0 tel que chaque paire de voisins
les plus proches et les moins distants appartiennent à la même classe.

Exemples de méthodes de génération

— Centroïdes des partitions (Huajuan et al., 2020) : avec la supposition que l’ensemble de
données est constitué de partitions, cette méthode consiste à remplacer les instances ma-
joritaires par k centroïdes des partitions générées avec un algorithme de partitionnement.
L’algorithme k-means fait parti des algorithmes les plus utilisés dans ce cas.

Méthodes de sur-échantillonnage

Le sur-échantillonnage consiste à générer des instances synthétiques de la classe minoritaire afin
d’augmenter sa cardinalité. Il en résulte un ensemble S ′1 contenant l’ensemble d’entraînement
original de la classe minoritaire : S1 ⊂ S ′1. Les méthodes les plus utilisées sont présentées
ci-après :

Exemples de méthodes

— Sur-échantillonnage aléatoire consiste à dupliquer aléatoirement les instances de la classe
minoritaire selon le niveau d’équilibre souhaité. Cette méthode peut causer ou augmenter
le surapprentissage des classificateurs (He and Garcia, 2009)

— La méthode SMOTE (Synthetic Minority Over-Sampling TEchnique) introduite par
Chawla et al. (2002), consiste à générer des instances synthétiques en interpolant plu-
sieurs instances de la classe minoritaire en fonction des voisins les plus proches. Soit
xi ∈ S1 tirée aléatoirement et ses k plus proches voisins {xi1, ..,xik} ∈ S1. La méthode
SMOTE crée par interpolation aléatoire k nouvelles instances {ri1, .., rik}. La formule
suivante 2.1 est utilisée pour générer les nouvelles instances.

rij = xi + U(0, 1)d(xi − xij) avec j ∈ {1, ..., k} (2.1)

et U la distribution uniforme dans [0, 1]

Cette méthode peut accentuer le chevauchement entre les classes vu qu’aucune condi-
tion sur la distribution des classes dans le sous-espace ré-échantillonné n’est prise en
considération (Wang and Japkowicz, 2004).

— La méthode ADASYN (ADAptive SYNthetic) (He et al., 2008) repose sur la même for-
mule d’interpolation pour dupliquer les instances de la classe minoritaire. Cependant,
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ADASYN se différencie par l’utilisation d’une distribution pondérée différente pour
chaque instance minoritaire à sur-échantillonner et définie à partir de la difficulté de
classifier chaque instance de la classe minoritaire. La méthode utilise l’algorithme k -plus
proches voisins pour déterminer la difficulté à classifier correctement une instance de la
classe minoritaire. Plus la difficulté est élevée, plus son nombre d’instances synthétiques
est élevé, plus sa chance d’être dupliquée est importante.

Méthode hybride

La combinaison des deux méthodes de ré-échantillonnage peut améliorer les performances des
classificateurs. Le principe est d’utiliser conjointement les deux méthodes afin de mettre en
relief la classe minoritaire et diminuer les chances d’avoir un classificateur simpliste biaisé vers
la classe majoritaire (Seiffert et al., 2008).

2.3.2 Modification de la fonction objective

Cette approche consiste à incorporer explicitement la notion de la perte sensible aux attributs
de l’instance dans la conception de l’algorithme. Il s’agit d’augmenter la pénalité de certaines
ou toutes les instances de la classe minoritaire en fonction de leurs attributs. Deux stratégies
principales existent.

La première consiste à choisir manuellement un ratio permettant de calculer les poids des
instances de la classe minoritaire en fonction d’un poids choisi pour la classe majoritaire. Par
exemple, on peut définir d+1 = 5.d−1 signifie qu’une erreur de classification +1 coûte cinq
fois l’erreur de classification d’une instance de la classe −1. Ce ratio peut être défini par un
besoin d’affaire qui quantifie explicitement le coût d’une erreur de classification en métriques
d’affaires (coût monétaire, temps de traitement de dossier, satisfaction de client, etc.). La
deuxième approche consiste à optimiser ces poids en utilisant un algorithme d’apprentissage.
La tache considérée peut être celle de la classification binaire ou une tache différente souvent
dite tache prétexte.

Le premier cas correspond aux algorithmes de Boosting qui calculent itérativement des poids
mettant en valeur les erreurs de classification. Ces dernières englobent des exemples de la classe
minoritaire pour les premières itérations. Le calcul des poids par Boosting peut inclure des
stratégies de ré-échantillonnage, comme c’est le cas par exemple pour SMOTE-Boost (Chawla
et al., 2003) et EasyEnsemble (Liu et al., 2009).

Le deuxième cas consiste à résoudre une tache différente de la classification pour en extraire
des bons choix de pondération des instances en espérant favoriser leurs classifications. Par
exemple, Lichtenwalter and Chawla (2009) quantifie la disparité entre les distributions d’ins-
tances d’entraînement et celles de validation, et pondère les instances d’entraînement pour
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la réduire. Comme résultat, les instances d’entraînement proches de l’ensemble de validation
auront des poids plus importants

Conclusion

Ce chapitre est une présentation des données déséquilibrées. On a illustré leur influence sur
la classification binaire supervisée, leurs propriétés ainsi qu’une revue des techniques utilisées
dans la littérature. On a abordé le ré-échantillonnage afin de réduire l’asymétrie des distribu-
tions et la modification de la fonction objective afin de prendre en considération le déséquilibre
par conception des classificateurs. Le chapitre suivant porte sur la méthodologie proposée.
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Chapitre 3

Méthode proposée

Introduction

Par souci d’interprétabilité, les modèles simples et efficaces seront privilégiés face aux modèles
plus complexes, et éventuellement plus performants, mais moins compréhensibles. Comme les
modèles simples performent mieux comme votants dans des classificateurs de type vote de ma-
jorité, on s’intéressera alors aux méthodes d’ensembles. Ce chapitre présente la méthodologie
suivie afin de prédire efficacement le départ des clients avec des règles de décisions simples. Une
approche d’amélioration des résultats sera présentée et se concentrera plutôt sur l’adaptation
des données aux algorithmes par ingénierie d’attributs.

3.1 Métrique à optimiser

Dans le sujet de rétention de clients en assurance, la classe d’intérêt correspond aux clients
qui ont résilié. En effet, ne pas prédire le départ d’un client qui annulera sa police d’assurance
(faux négatif) est plus pénalisant pour l’assureur que de faussement prédire le départ d’un
client fidèle (faux positif).

Ne pas rater un vrai départ signifie la maximisation du rappel. Or, la maximisation du rappel
seule pourra aboutir à un classificateur trivial prédisant naïvement la classe ‘résiliation’ pour
toute donnée. Comme les résiliations représentent environ 7% des données, cela serait associé
à un très faible pourcentage de prédictions correctes de résiliations. En d’autres termes, une
très faible précision. Notre deuxième critère en découle alors, à savoir, maximiser en plus la
précision de la classe ‘résiliation’.

Avoir 100% de précision et 100% de rappel pour la classe d’intérêt est un cas idéal. Selon la
section 1.4, un compromis doit être formulé. Pour la compagnie d’assurances, il est tolérable
d’avoir une légère diminution du rappel si cela permet d’obtenir un classificateur plus précis.
Cela donne un classificateur qui sert à automatiser une grande partie de la tâche de prédiction
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du départ des clients, et qui pourra éventuellement être déployé en production.

Augmenter la précision en échange d’une faible diminution du rappel signifie en d’autres termes
que :

— Lorsque le classificateur prédit ‘résiliation’, sa prédiction a de grandes chances d’être
correcte ;

— Lorsque le classificateur prédit ‘renouvellement’, sa prédiction a des chances importantes,
mais plus faibles, d’être correcte ;

Dans ce cas, le classificateur est crédible pour la prédiction des résiliations. Les résiliations
non-détectées par le classificateur seront étudiées et éventuellement détectées par les anciens
processus d’affaires mis en place par l’assureur, en attendant la création d’un classificateur
plus performant.

Si le rappel du classificateur est non satisfaisant, on propose de créer un classificateur de
mêmes propriétés, mais pour la classe ‘renouvellement’. C’est un classificateur crédible et
précis dans la prédiction des renouvellements. La combinaison intelligente des prédictions des
deux classificateurs pourra aboutir à un classificateur final maximisant la précision et le rappel
pour les deux classes.

Nous allons donc optimiser la mesure F1. S’il est nécessaire de réaliser un compromis entre la
précision et le rappel, on choisira de créer deux classificateurs complémentaires maximisant
respectivement Fβ(+1) et Fβ(−1) pour différentes valeurs de β légèrement supérieures à 1

(c.f. section 1.4).

3.2 Énoncé de la méthodologie

La tâche de prédiction de la rétention est abordée comme un problème de classification. L’ap-
proche générique suivie consiste à créer des espaces de représentation (ou de coordonnées)
dans lesquels les classes deviennent linéairement séparables. Cela est naturellement implé-
menté dans la majorité des algorithmes de classification performants pour le traitement des
données déséquilibrées (c.f. paragraphe 1.3.4).

Les algorithmes simples et compréhensibles par un agent humain seront favorisés, à savoir
les seuils de décision et les séparateurs linéaires clairsemés (w contenant un faible nombre de
coefficients non nuls). On sait déjà que ces prédicteurs fonctionnent mieux dans un vote de
majorité. Cependant, un tel classificateur efficace risque d’être non-interprétable. Nous allons
donc simplifier le modèle en le transformant en une combinaison de branches d’arbres de
décision, ou fonctions indicatrices, et un modèle linéaire. Ensuite, en utilisant une méthode
supervisée de sélection des attributs, nous allons identifier les fonctions les plus utiles sans
dégrader les performances conjointement à l’apprentissage d’un nouveau modèle linéaire qui
remplace les sorties des feuilles des arbres déjà appris. Étant donné que la sortie des branches
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est binaire dans {0, 1}, le seul seuil de décision possible est 0.5 1. Ainsi, un arbre de décision
de profondeur 1 prenant la sortie d’une fonction indicatrice modélise la sortie en un vecteur
à deux composantes. La première est identique à la sortie, la deuxième est sa négation. En
considérant seulement la branche identique à la sortie, et sachant qu’un arbre de profondeur 1
peut être modélisé par un modèle linéaire biaisé (c.f. paragraphe 1.3.4) d’une de ses branches,
on conclut qu’un arbre de décision de profondeur 1 est un modèle linéaire de son entrée. Nous
pouvons construire une nouvelle combinaison des branches en utilisant un ensemble d’arbres
de décision de profondeur 1. Les méthodes d’ensembles, particulièrement celles du boosting
permettent de sélectionner itérativement des fonctions indicatrices. Elles ont donc l’avantage
d’utiliser un sous-ensemble pertinent de fonctions, contrairement aux méthodes de création de
séparateurs linéaires basées sur la descente du gradient, où on considère que toutes les entrées
sont utiles. Une fois l’ensemble d’arbres de profondeur 1 construit, nous allons sélectionner
davantage les fonctions les plus pertinentes en utilisant une méthode supervisée de sélection
des attributs. La figure 3.1 montre la prédiction avec le modèle et avec les transformations
finales apprises.

Sélection 

d’attributs
Application de la 

transformation linéaire apprise

Évaluation des conditions apprises

…

Prédictions

Attributs binaires crées

XGBoost avec des 

arbres de régression de 

profondeur maximale 

égale à 1 ∑

𝜎

Données

Figure 3.1 – Prédiction avec le modèle final appris

En première étape, une partie des colonnes en entrée sera retenue sans transformation, grâce à

1. Par construction de la fonction de perte, elle suppose que le seuil de séparabilité est 0.5 et optimise le
modèle pour être efficace avec ce seuil
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une sélection supervisée des attributs. Ensuite, une transformation linéaire sera appliquée aux
entrées pour générer des projections. L’apprentissage de ces projecteurs sera effectué en deux
temps. Le premier consiste à générer des directions de projections candidates, et le second
consiste à filtrer les plus utiles pour les arbres de décision d’une méthode d’ensemble. Une fois
l’ensemble d’arbres de décisions créé, il sera éclaté en branches. Dans la figure 3.1, ces branches
sont appelées conditions apprises, et leurs sorties forment un vecteur d’attributs binaires.
Ce dernier est alimenté à un modèle linéaire créé par XGBoost avec arbres de décision de
profondeur 1. La prédiction finale est définie par la sigmoïde du score résultant. Elle quantifie
la probabilité d’appartenance à la classe 1 au sens du classificateur.

Dans ce qui suit, nous allons justifier le choix de XGboost comme méthode de création de
modèle linéaire généralisé, illustrer comment générer les projections candidates et finalement
proposer une méthode rapide de leur création et qui s’intègre explicitement dans les itérations
de XGBoost.

3.3 Choix de la famille de classificateurs

L’exemple le plus répandu des méthodes basées sur la représentation des données dans un
espace où elles deviennent linéairement séparables est celui des méthodes à vecteurs de support.
Elles sont mathématiquement formulées comme des séparateurs linéaires opérant sur un espace
de caractéristiques défini par un noyau. Les réseaux de neurones vérifient également cette
propriété. En effet, l’avant-dernière couche fournit des représentations apprises de sorte qu’un
séparateur linéaire (dernière couche entièrement connectée) permet de classifier efficacement
les instances.

Un arbre de décision ou un ensemble d’arbres de décision peuvent être vus comme un modèle
linéaire généralisé (c.f. section 1.3.4). Contrairement aux algorithmes de boosting, les sépara-
teurs linéaires, méthodes à noyaux et réseaux de neurones supposent que tous les attributs de
l’instance sont utiles. Le modèle généré sera donc non-clairsemé, ce qui nuit à l’interprétabi-
lité. De plus, d’une part, l’apprentissage des réseaux de neurones s’effectue par descente du
gradient dans l’espace des poids, ce qui impose une pondération préalable de la classe minori-
taire. D’autre part, leur apprentissage suppose un choix préalable de l’architecture. En somme,
nous aurons un grand nombre d’hyperparamètres incluant la spécification de l’architecture et
le ratio des pondérations des deux classes. Cependant, les approches de boosting construisent
le modèle par descente du gradient dans l’espace des fonctions. C’est l’équivalent de modifier
l’architecture (définie par le nombre de votants) à chaque itération dans la direction du gra-
dient négatif de la fonction objective par rapport aux anciennes prédictions. Chaque fonction
est typiquement un arbre de décision, construit de manière incrémentale en choisissant un
attribut pertinent à chaque noeud de décision. De plus, chaque noeud apprend un seuil de
décision par recherche exhaustive. Il est donc insensible à la distribution des étiquettes condi-
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tionnellement aux instances. Finalement, dans le cas particulier des données utilisées pour
ce projet, nous avons remarqué un grand nombre d’attributs nominaux. La représentation
one-hot de ces derniers est bien adaptée aux arbres de décision.

Ainsi, nous avons opté pour l’utilisation des méthodes de boosting, en particulier XGBoost
grâce à sa capacité de générer les autres algorithmes de boosting par injection des dérivées dans
la fonction objective, et grâce à son implémentation incluant une pénalité sur la complexité
des votants dans la même fonction. XGBoost, de manière similaire à Adaboost, implémente un
mécanisme de pondération des exemples afin d’atténuer l’importance des bonnes prédictions
et de valoriser les erreurs de classification dans la fonction objective à une itération donnée,
et qui sera considérée par le prochain votant. Cela nous invite à penser qu’il est adapté aux
données déséquilibrées.

Les arbres de décision permettent d’apprendre des séquences de seuils de décision sur des attri-
buts. Cela permet entre autres d’identifier des interactions entre les attributs et des instances
types de chaque classe. Pour les attributs scalaires (continus), les arbres de décision pour-
ront être complètement incompréhensibles, pourront fournir une longue séquence de seuils, et
pourront comparer les mêmes attributs de manière redondante.

On choisit donc d’appliquer des transformations linéaires (projections) sur ces attributs en
espérant que des seuils de décisions sur les nouvelles coordonnées séparent efficacement les
classes. En somme, il s’agit d’apprendre des arbres de décision sur des attributs scalaires
transformés linéairement, et des attributs binaires.

Transformation XGBoostInstance Prédiction

Figure 3.2 – Approche générale de classification

L’approche de classification consiste donc à transformer l’instance en requête, et lui appliquer
XGBoost afin d’obtenir sa classe prédite (figure 3.2). Les transformations visent à adapter les
données à XGBoost et réaliser des gains en termes de :

1. Performances, vitesse de convergence, et stabilité ;

2. Réduction de la complexité sans compromettre sur les performances ;

3.4 Transformation des données

3.4.1 Transformation identité

La transformation identité est équivalente à ne pas transformer les données. Les attributs bruts
non-transformés seront donc utilisés pour apprendre des arbres de régression par XGBoost.

36



Ces arbres apprennent un partitionnent de l’espace des instances en des régions disjointes
définis par la famille d’équations ∆j,θ : x[j] = θ pour tout j ∈ {1, ..., d} et pour θ un seuil
quelconque appris. Les équations des frontières peuvent être également exprimées comme un
produit scalaire.

∆j,θ : e
T
j · x = θ, ej ∈ Rd tel que ej [j] = 1 et ej [k] = 0 ∀k ∈ {1, ..., d} \ {j}

Ainsi, ∆j,θ définit un hyperplan orthogonal à la droite paramétrique Ej = {t.ej , t ∈ R} et
l’intercepte au niveau t = θ.

La figure 3.3 montre les frontières de décisions pour des données synthétiques à deux dimen-
sions.
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Figure 3.3 – XGBoost avec des données brutes

Le modèle définit des régions de R2 délimitées par des droites (hyperplans de R2) orthogonales
aux directions canoniques (0, 1)T et (1, 0)T . Le modèle définit également une fonction constante
par région.

D’après la figure 3.3, on voit que ces frontières sont assez complexes (effet zigzag autour des
exemples) sans pour autant fournir une séparation totale, car certains intervalles du logit (
[−2.1,−1.9] et [−1.5,−0.75] ) contiennent des exemples de différentes classes.

L’identification des directions qui permettent de mieux séparer les étiquettes par des seuils de
décision aura comme objectif de réduire le nombre total de seuils nécessaires pour classifier
efficacement les instances.
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3.4.2 Apprentissage des directions par PCA et RCA

Comme on ignore la distribution des étiquettes selon les directions principales, nous avons
projeté les données en gardant toutes les composantes principales. XGBoost optimisera le
choix des composantes pertinentes pour la classification. La figure 3.4 montre les frontières de
décision sur notre jeu de données synthétique.

6 4 2 0 2 4 6
x1

4

2

0

2

4

6

8

x 2

Variation du logit

Classe 0
Classe 1

4.5

3.0

1.5

0.0

1.5

3.0

4.5

4 2 0 2 4
Valeur du logit

0

10

20

30

40

50

60

70

80

N
om

br
e 

d'
in

st
an

ce
s

Histogramme des vraies étiquettes 
en fonction du logit

Classe 0
Classe 1

Figure 3.4 – Effet de la transformation PCA sur les frontières apprises par XGBoost

Notons que comparés aux frontières de la figure 3.3, les nouvelles frontières sont moins com-
plexes. On voit des droites bien définies et qui délimitent la région où les instances de la
classe 1 décrivent des groupes denses et quelques fluctuations dans la région {(x1, x2), x1 ∈
[−4,−2], x2 ∈ [−4,−1]} sans effet sur le résultat de la classification. Cependant, avec ces fron-
tières, XGBoost échoue également dans la classification des instances de classe 1 clairsemées
dans un groupe dense d’instances de classe 0. Ceci se manifeste également par des intervalles
de logit contenant un mélange d’instances des deux classes.

Notons que l’orthogonalité des directions n’est pas nécessaire pour la classification. Il suf-
fit d’avoir des directions non liées (qui ne s’expriment pas comme combinaison linéaire des
directions restantes) pour pouvoir générer des frontières pour la classification.

La figure 3.5 montre les frontières de décision générées par XGBoost, en utilisant des données
transformées par RCA.
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Figure 3.5 – Effet de la projection RCA supervisée sur les frontières apprises par XGBoost

Notons que ces frontières sont plus lisses que les frontières obtenues avec PCA. Les clusters
denses de classe 1 sont mieux délimités. Les exemples instances de classe 1 éparpillés dans des
groupes d’instances de classe 0 sont toujours mal classifiés.

3.4.3 Apprentissage adaptatif de projections

Au lieu d’apprendre des projections communes à tous les arbres de décision dans l’ensemble
appris par XGBoost, on propose d’apprendre des projections adaptées aux données reçues
par chaque arbre. L’idée est de légèrement modifier la méthode PCA afin de tenir compte
des pondérations des exemples. On l’appellera alors PCA pondérée. Rappelons que XGBoost
génère à chaque itération t de nouveaux poids {d(t)i , ∀i} et de nouvelles étiquettes {y′i,∀i} qui
valorisent les exemples d’entraînement mal classifiés et produisent un votant capable de baisser
la valeur de la fonction objective. Ainsi, une PCA pondérée qui donne plus d’importance à ces
mêmes exemples capturera leurs tendances et donnera éventuellement des projecteurs adaptés
à la classification par un arbre de décision. Dans notre implémentation, nous avons utilisé les
mêmes pondérations fournies par XGBoost, correspondants à la dérivée seconde de la fonction
de perte.

Le diagramme de la figure 3.6 montre l’apprentissage adaptatif des directions.
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Figure 3.6 – Apprentissage des projections conjointement au Boosting

L’algorithme démarre avec des prédictions initialisées à −1, un choix du logit correspondant
à la classe majoritaire. Cette itération est appelée itération 0. Les pondérations à la première
itération et les nouvelles étiquettes sont alors calculées avec XGBoost. Nous avons choisi de
minimiser l’erreur logarithme (ou logistique, ou entropie croisée binaire). Ensuite, on apprend
des directions principales avec PCA pondérée en tenant compte des pondérations calculées. Les
données sont ensuite projetées dans l’espace généré par les directions principales et ajoutées
comme colonnes additionnelles aux données initiales. Ceci laissera l’apprentissage de l’arbre
de régression décider d’utiliser les données initiales si elles sont plus pertinentes que les pré-
dictions. Suite à l’apprentissage de l’arbre, on extrait la liste des attributs choisis. Celle-ci
peut éventuellement inclure des projections. Dans ce cas, les directions principales correspon-
dantes seront retenues comme directions pertinentes pour la classification et les projections
correspondantes seront ajoutées aux données afin de pouvoir les réutiliser dans les prochaines
itérations.

En résumé, l’arbre de décision à l’itération t apprend à partir des données initiales, des données
transformées par PCA pondérée à la même itération, et des données transformées par des
directions principales retenues depuis les itérations précédentes.

Comme dans XGBoost, les prédictions fournies par l’arbre appris seront ajoutées aux logits des
exemples d’entraînement. Les nouvelles valeurs des Logits servent pour calculer les nouvelles
pondérations et les nouvelles étiquettes pour l’itération suivante. L’algorithme s’arrête quand
on atteint un maximum de nombre d’itérations, ou quand il cesse de choisir de nouvelles
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directions pendant un certain nombre d’itérations.

La transformation linéaire apprise est modélisée par une matrice M par bloc avec un premier
bloc identité suivie par les k directions apprises, stockées comme colonnes additionnelles.

M =
(
Im×m pc1 ,pc2, ..., pck

)
Ensuite, l’approche de la figure 3.2 est appliquée en utilisant l’ensemble des directions apprises
comme projecteurs. En d’autres termes, la matrice X de taille n×m où chaque instance occupe
une ligne est multipliée par la matrice M apprise.

X ′ = X.M

Le bloc identité de M sert à traiter des colonnes de X sans subir des transformations. Ensuite
XGBoost est appris de nouveau en utilisant les données X ′ et les étiquettes.

La figure 3.7 montre les frontières générées par XGBoost avec PCA pondérée. Notons que les
données sont maintenant séparables. La variation du logit en fonction de x1 et x2 montre que
cette approche permet de générer des frontières non orthogonales, assez complexes, et dont le
nombre est supérieur à la dimension de l’entrée. De plus, les frontières ont une allure similaire
à celles obtenues par des méthodes à noyaux.
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Figure 3.7 – Effet des projections adaptatives sur la frontière de XGBoost

3.5 Entraînement du modèle avec sélection supervisée des
attributs

L’approche classique d’entraînement des modèles est adoptée. Les données sont divisées en
trois ensembles ;
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— Ensemble d’entraînement, (60% des données)

— Ensemble de validation, (20% des données)

— Ensemble de test.(20% des données)

L’ensemble d’entraînement sert à apprendre un modèle avec un choix spécifique d’attributs
et des hyperparamètres. L’ensemble de validation sert à choisir les meilleurs hyperparamètres
et les meilleurs attributs permettant de maximiser la mesure F1. Pour les hyperparamètres,
nous avons choisi de varier le taux d’apprentissage et la profondeur maximale des arbres de
décisions formant l’ensemble appris par XGBoost. Le nombre optimal d’arbres de décision est
déterminé par arrêt prématuré. La sélection des colonnes est effectuée par la méthode RFE
qui consiste à éliminer itérativement les colonnes d’importance nulle, et la colonne ayant un
minimum d’importance jusqu’à éliminer toutes les colonnes. Ensuite, l’ensemble de colonnes
donnant un maximum de mesure F1 sur l’ensemble de validation est retenu pour chaque choix
d’hyperparamètres.

Ainsi, pour chaque choix des hyperparamètres, on déduit par RFE un ensemble de colonnes
pertinentes, et par arrêt prématuré le nombre optimal d’arbres. La mesure résultante de F1
sur l’ensemble de validation est alors reportée et sera le critère de choix des meilleurs hyper-
paramètres.

3.6 Simplification du modèle

La transformation la plus adaptée à XGBoost sera retenue. Ensuite, chaque arbre de décision
est décomposé en un ensemble de branches, qu’on appelle conditions ou fonctions indicatrices.
Ces dernières sont évaluées sur les données précédemment transformées par les projections
apprises pour générer des vecteurs binaires. Ensuite, un nouveau modèle XGBoost avec des
arbres de profondeur maximale égale à 1 est appris sur ces données.

… Application des 

conditions

Décomposition 

en branches

Données

…

Ensemble d’arbres 

de régression

Conditions extraites

Attributs binaries

XGBoost avec arbres de 

profondeur maximale 

égale à 1…

…Meilleures conditions

Modèle final

Figure 3.8 – Approche de simplification d’ensembles d’arbres de décision
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La sélection des colonnes pour ce dernier modèle permet d’extraire un ensemble (de taille
souhaitée faible) de conditions pertinentes. L’examen de ces conditions permet de dégager les
projecteurs et les attributs initiaux les plus pertinents.

Conclusion

Dans cette partie, nous avons démontré le choix de XGBoost comme algorithme principal
de classification. Sa capacité d’exprimer les relations entre les instances et leurs étiquettes en
générant des directions de projections susceptibles d’être sélectionnées par les arbres de régres-
sion formant XGBoost a été enrichi. Nous avons également introduit une technique permettant
de rendre PCA sensible aux pondérations générées par chaque itération de XGBoost, et ce afin
de fournir des projections plus pertinentes pour atténuer la fonction objective. Finalement,
comme la performance est impactée par une augmentation de la complexité de l’algorithme,
nous avons proposé une méthode de restructuration de l’ensemble appris sous forme d’une
combinaison linéaire d’un ensemble compact et efficace de fonctions indicatrices, construites
par sélection des branches utiles de chaque arbre de l’ensemble.
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Chapitre 4

Résultats

Introduction

Ce chapitre présente les données d’entraînement et les performances des approches listées dans
la méthodologie. Dans un premier temps, on compare les méthodes de création de projections
candidates. Ensuite, la meilleure méthode est choisie et le classificateur XGBoost correspon-
dant sera simplifié en un modèle linéaire généralisé comme dans la section 1.3.4 opérant sur
un ensemble minimal de fonctions indicatrices. Les performances du nouveau classificateur
seront étudiées afin d’établir si cette simplification s’accompagne par une baisse des métriques
surveillées. Finalement, on élimine la dernière couche linéaire du prédicteur, et on observe
dans quelle mesure l’espace de représentation sépare les données.

4.1 Données

L’ensemble de données utilisé est fourni par l’entreprise LCASF. Il contient plus de 300 000
dossiers clients ayant le produit d’assurance vie temporaire avec 40 variables. Les données
sont réparties exclusivement sur deux classes dont 93% de renouvellement (classe 0) et 7% de
résiliation (classe 1). Le tableau 4.1 présente la liste de variables avec leur signification et leur
type. On a donc 19 variables scalaires et 21 nominales anonymisées par l’entreprise. Lorsque
l’attribut est scalaire, son amplitude varie entre 0 et 1. Si elle est nominale à k ∈ N \ {0}
niveaux, ses valeurs sont dans l’ensemble {0, ..., k − 1}. Puisqu’on considère l’apprentissage
d’arbres de décision par XGBoost, on a considéré l’encodage one-hot comme transformation
éventuellement pertinente pour faciliter la sélection des niveaux des attributs nominaux avec
des arbres moins complexes. Par exemple, la sélection du deuxième niveau d’un attribut no-
minal à trois niveaux nécessite deux seuils lorsque l’attribut est non-encodé. Par contre, elle
nécessite un seul seuil appliqué à la colonne correspondant au niveau si l’attribut est encodé
one-hot . À ce stade, on ignore si cette transformation est réellement adaptée au jeu de données.
On considère les deux variantes, soit avec et sans encodage, et on choisira la transformation
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associée aux meilleurs résultats.

Tableau 4.1 – Sommaire des attributs

ID Variable Signification Type de donnée

Var0 lineofbusiness Secteur d’activité Nominal
Var1 classbase Type de couverture d’assurance Nominal
Var2 inmode Mode de paiement de la prime Nominal
Var3 age-em Age de l’assuré Scalaire
Var4 sexe Genre de l’assuré Nominal
Var5 infum Usage du tabac Nominal
Var6 issst Statut de vente Nominal
Var7 rsdst Statut de résidence Nominal
Var8 policystatus Statut de la police d’assurance Nominal
Var9 numberofunits Nombre d’unités Scalaire
Var10 valueperunit Valeur par unité Scalaire
Var11 elimpdcode Code d’élimination Nominal
Var12 benefitcode Code avantage Nominal
Var13 benefitcount Nombre d’avantages Nominal
Var14 benpmtcode Code de paiement des avantages Nominal
Var15 ahedp CK4* ou EDP Scalaire
Var16 plnplan Code produit Scalaire
Var17 faceamount Montant de couverture annuel Scalaire
Var18 bfolben Code de dossier bénéfice Nominal
Var19 bender Règles de dérivation des bénéfices Nominal
Var20 dishospind Type de couverture Nominal
Var21 ifee Indicateur de frais de service Nominal
Var22 xreins Indicateur de réassurance Nominal
Var23 irating Indicateur de code supplémentaire Nominal
Var24 iincr Indicateur d’augmentation des primes Nominal
Var25 pfee Frais d’utilisation du ROP Nominal
Var26 reinsunit Unités de réassurance Scalaire
Var27 extraprem Supplément de prime Scalaire
Var28 duree-emission Durée de l’émission Scalaire
Var29 duree-rop Période retour de prime Scalaire
Var30 duree-ropmat Période d’échéance Maturité Scalaire
Var31 lastemission Période de la dernière émission Scalaire
Var32 hausprim-bool Indicateur de la hausse de prime Nominal
Var33 modal-premium Prime modale Scalaire
Var34 grossannual-prem Prime de la couverture Scalaire
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Var35 totalamtpaid Total AMT payé Scalaire
Var36 valuationunits-1000 Nombre d’unités fois valeur Scalaire
Var37 planvalunits-1000 Évaluation finale des unités Scalaire
Var38 incanprem-1000 Montant de la hausse de prime Scalaire
Var39 reinsprem Prime de réassurance Scalaire
Classe Classe Classe à prédire Binaire

4.2 Comparaison des résultats des algorithmes

Dans cette section, on évalue les effets des différentes transformations sur les performances et la
complexité de XGBoost. Pour les performances, on utilise la précision, le rappel, et la mesure F1

pour la classe minoritaire. Ces métriques sont rapportées pour l’ensemble de validation. Pour
la complexité, on rapporte le nombre de variables (ou la dimension de l’instance) utilisées pour
prédire ainsi que le nombre total de feuilles présentent dans le modèle final, après validation
des hyperparamètres. Le nombre de variables initial est de 19 pour les attributs scalaires
et de 21 pour les attributs nominaux. Lors de l’encodage one-hot, les variables nominales se
transforment en 264 variable binaire. Lors de la transformation par PCA ou RCA, les variables
scalaires généreront le même nombre de composantes principales, et donc le même nombre de
variables transformées. Cependant, pour PCA pondérée, à chaque itération de XGBoost, il y
aura création de 19 composantes principales dont une ou plusieurs seront sélectionnées par
l’arbre de régression appris. Le nombre de variables ne peut pas être estimé au préalable. Il
est plutôt conditionné par le nombre d’itérations et l’apprentissage des arbres de régression.

Le tableau 4.2 présente les métriques de performance et de complexité mentionnées. Notons
que ces performances sont rapportées après validation des hyperparamètres et sélection de
colonnes par la méthode de sélection récursive supervisée des attributs (RFE).

Tableau 4.2 – Comparaison des effets des transformations
sur les performances et la complexité de XGBoost

Transformation Nombre de Performances pour la classe 1
Variables Feuilles F1 Précision Rappel

Aucune 36 23026 76,73 91,35 66,15
RCA 38 5463 89,34 98,41 81,80
PCA 40 8928 92,02 99,27 85,75
Encodage one-hot 38 50596 86,38 90,27 82,81
Encodage one-hot et RCA 94 4662 93,73 97,75 90,20
Encodage one-hot et PCA 117 4037 94,32 98,43 90,54
Encodage one-hot et
PCAs pondérées 149 1074 97,41 99,86 95,08
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Les transformations encodage one-hot, RCA, PCA, et PCAs pondérées, améliorent les mé-
triques F1, précision et rappel. Pour l’encodage one-hot , F1 passe de 76, 73% à 86, 38% et
que le nombre total de feuilles passe de 23026 à 50596. On voit également que l’utilisation
de transformations RCA et PCA sur les attributs scalaires permet de décroître le nombre de
feuilles apprises de 23026 feuilles à 5463 et 8928 feuilles respectivement en utilisant les attributs
nominaux non-transformés, et de 50596 feuilles à 4662 et 4037 feuilles en utilisant les attri-
buts nominaux encodés one-hot . Dans les deux cas (attributs nominaux encodés ou non), la
diminution de la complexité par introduction des transformations RCA et PCA s’accompagne
par une amélioration significative de F1, de la précision et du rappel.

La transformation PCA a un meilleur effet sur les performances et la complexité de XGBoost
que celui de RCA. On reporte une mesure F1 = 94, 30% avec 4037 feuilles. Cet effet est encore
accentué lorsque la création et la sélection des composantes principales sont effectuées au
niveau des itérations de XGBoost, avant l’apprentissage des arbres de régression. Précisément,
elle permet d’atteindre les meilleures mesures F1, précision et rappel égaux à 97, 41%, 99, 86%
et 95, 08% respectivement, avec seulement 1074 feuilles. Cette transformation sera alors retenue
pour la sélection finale des feuilles et la simplification de XGBoost.

4.3 Analyse des comportements des algorithmes

Dans cette partie, on considère l’utilisation des attributs nominaux encodés et on décrit qua-
litativement les résultats de XGBoost en utilisant chacune des transformations RCA, PCA et
PCAs pondérées. On s’intéresse particulièrement aux courbes d’apprentissage décrivant l’évo-
lution du F1 en fonction des itérations de XGBoost, et au compromis précision/rappel en
variant le seuil sur la prédiction de la probabilité que l’instance soit de classe 1.

4.3.1 Courbes d’apprentissage

Étant donné que les courbes de variation de la mesure F1 risquent d’être confondues lorsque
F1 ≃ 1, nous avons opté à la représentation de la métrique 1 − F1 en échelle logarithmique.
Ceci a pour effet de séparer les courbes lorsque F1 ≃ 1 et de les confondre lorsque F1 ≃ 0. La
valeur 1 − F1 sera notée F c

1 . Le c en exposant indique qu’il s’agit du complément de F1 à 1.
Puisqu’on souhaite maximiser la mesure F1, alors, sur les courbes d’apprentissage, une plus
faible valeur de F c

1 indique un meilleur résultat. Dans ce qui suit, nous allons noter E, V , T
les ensembles d’entraînement, de validation et test respectivement.

XGBoost avec des données non transformées

La figure 4.1 illustre la variation de F c
1 pour les ensembles d’entraînement, de validation et

de test. D’abord, l’algorithme s’est arrêté à l’itération 100, marquant l’itération à partir de
laquelle, F c

1 de l’ensemble de validation cesse de diminuer. Aux dernières itérations, la courbe
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associée à l’ensemble de validation est légèrement en dessous de celle de l’entraînement (une
différence de 0, 1), ce qui indique un léger surapprentissage. Elle est également légèrement en
dessous de celle de l’ensemble de test. Cela indique que, relativement à l’ensemble d’entraîne-
ment, l’ensemble de validation semble présenter plus de nouveautés que celui du test. Ce qui
empêche la mesure F1 de validation d’être plus importante que celle du test.
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Figure 4.1 – Courbes d’apprentissage de XGBoost
sans transformation des données

XGBoost avec des données transformées par RCA

La figure 4.2 montre un comportement similaire à celui de XGBoost sans transformation des
données avec certaines différences. Les valeurs finales de F c

1 pour les trois ensembles sont
améliorées et l’écart entre F c

1 de l’ensemble d’entraînement et de validation est réduit (≃ 0, 1).
Les courbes associées aux ensembles de validation et de test présentent une allure asymptotique
(décroissance lente) à partir de la 100ième itération alors que la courbe d’entraînement semble
décroître constamment. Ceci indique que les règles de décisions apprises à partir de la 100ième

itération sont quasiment exclusives à l’ensemble d’entraînement, et n’impactent pas la mesure
F1 pour les ensembles de validation et de test. On identifie au moins deux explications possibles
pour ce comportement :

— L’ensemble de validation est similaire à l’ensemble d’entraînement, mais le modèle appris
présente un surapprentissage élevé ;

— L’ensemble de validation est très différent de l’ensemble d’entraînement au sens de la
distribution des exemples. Il y aura alors toujours un écart important entre F c

1 (E) et
F c
1 (V ).

Dès qu’on trouve un classificateur à forte généralisation, on pourra conclure que la deuxième
explication ne s’applique pas à nos données.
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Figure 4.2 – Courbes d’apprentissage de XGBoost avec RCA

XGBoost avec des données transformées par PCA

On remarque sur la figure 4.3 que la métrique F c
1 d’entraînement décroît rapidement (exponen-

tiellement, ou linéairement dans l’échelle logarithmique) pour converger asymptotiquement,
à partir de l’itération 130, vers une valeur finale proche de 10−3. Cette valeur est meilleure
que celle obtenue sans transformation des données, à savoir, une valeur supérieure à 10−2. La
transformation des données par PCA a amélioré la capacité de XGBoost à représenter et à
classifier les données d’entraînement.
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Figure 4.3 – Courbe d’apprentissage de XGBoost de XGBoost avec PCA

Les courbes de F c
1 pour les ensembles de validation et de test ont convergé depuis les premières
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itérations. En effet, on voit que la courbe de validation décroît de plus en plus lentement à
partir de l’itération 60 avant de croître vers l’itération 140 (arrêt prématuré). L’allure des
courbes d’apprentissage d’entraînement et de validation indique que les règles de décision
apprises grâce à PCA servent à bien classifier l’ensemble d’entraînement, mais ne sont pas
totalement réutilisables pour bien classifier l’ensemble de validation. Finalement, on assiste à
un écart important entre la valeur finale de la métrique d’entraînement et celle de validation,
ce qui indique un surapprentissage.

XGBoost avec des données transformées par PCAs pondérées

On rappelle qu’à chaque itération de XGBoost, de nouvelles étiquettes et pondérations sont
calculées et utilisées en deux occasions. La première consiste à apprendre des directions prin-
cipales par analyse spectrale de la matrice XWXT où W est une matrice diagonale contenant
les pondérations. La seconde consiste à apprendre un arbre de régression minimisant l’erreur
quadratique moyenne entre les prédictions et les nouvelles étiquettes correspondantes, et dont
les termes sont pondérés par les pondérations fournies par XGBoost. À chaque itération, seules
les composantes principales retenues par l’arbre de régression appris seront considérées comme
utiles pour la classification. Elles sont alors acheminées aux itérations subséquentes afin de
pouvoir les réutiliser.

La figure 4.4 montre la phase d’apprentissage des directions principales utiles pour la classifi-
cation avec un ensemble d’arbres de régression.
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Figure 4.4 – Courbe d’apprentissage des conditions par XGBoost et PCA pondérée

Les trois courbes convergent asymptotiquement vers des valeurs finales meilleures que celles
obtenues avec PCA. De plus, elles sont confondues aux 30 premières itérations avant de devenir
presque confondus aux dernières itérations (entre 60 et 133). Cela indique d’une part une
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meilleure généralisation de l’algorithme appris, et de l’autre que les ensembles d’entraînement,
de validation et de test proviennent effectivement d’une même distribution. Il s’ensuit que
l’allure asymptotique des courbes de validation avec PCA et RCA sont dues à l’incapacité du
modèle de généraliser plutôt qu’à la présence de nouveautés dans l’ensemble de validation.
Finalement, les courbes de validation et celle de l’entraînement cessent de décroître à la même
itération. Ceci indique que les arbres peu utiles pour classifier l’ensemble d’entraînement sont
également peu utiles pour classifier l’ensemble de validation. Ces arbres sont éventuellement
corrélés avec des arbres appris aux premières itérations et il sera intéressant de les simplifier
par sélection supervisée de branches utiles.

4.3.2 Courbes de précision-rappel

On s’intéresse à l’analyse de la variation de la précision de la classe 1 en fonction du rappel
pour la même classe. D’abord, on utilise les prédictions effectuées par XGBoost pour générer
des probabilités indiquant si une instance appartient à la classe 1. L’ensemble des probabilités
est ensuite trié et utilisé pour générer des seuils. Ensuite, pour chaque seuil, on calcule la
précision et le rappel pour un ensemble de données et on reporte un point de coordonnées
(précision, rappel) sur la courbe de précision-rappel. Ensuite, on identifie un seuil qui maximise
la mesure F1 sur l’ensemble de validation et on marque le point correspondant sur la courbe
par un cercle plein. Finalement, on réutilise le même seuil pour calculer un point sur la courbe
de test. Ce dernier sera marqué par un carré plein. L’analyse des courbes de précision-rappel
visera donc à :

— Trouver un seuil à appliquer sur la probabilité prédite par XGBoost afin d’améliorer la
mesure F1(V )

— Valider si le seuil identifié améliore également la mesure F1(T )

— Comparer les transformations en termes de compromis entre la précision et le rappel

XGBoost avec des données non transformées

La figure 4.5 montre la variation de la précision de la classe 1, minoritaire, en fonction de son
rappel. Les deux courbes présentent presque la même variation. Pour cette raison, et pour
une meilleure visibilité, nous avons choisi de focaliser l’illustration aux valeurs de précision et
de rappel variant entre 60% et 100%. En utilisant le seuil de probabilité 0.5 par défaut, on
obtient une mesure F1 = 81, 2% pour l’ensemble de validation. Le seuil optimal 0, 2402 permet
d’atteindre une mesure F1 = 86, 38% pour le même ensemble. Pour le même seuil, on rapporte
également le point correspondant sur la courbe associée à l’ensemble de test et on observe une
augmentation de la mesure F1 de 84, 2% vers 86, 38%. On remarque également que pour un
rappel inférieur à 60%, le classificateur donne une précision proche de 100%. L’augmentation
du rappel au-delà de 75% s’accompagne par une baisse de la précision. Cela signifie que le
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prédicteur améliore le rappel en tolérant certaines erreurs de classification, d’où la baisse de
précision.
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Figure 4.5 – Courbes précision/rappel de XGBoost sans transformation des données

XGBoost avec des données transformées par RCA

Pour RCA, la figure 4.6 montre un meilleur compromis de précision et de rappel. En effet, le
classificateur permet d’atteindre une précision totale avec un rappel de 85%. Pour un rappel
entre 85% et 90, 5%, une légère diminution de la précision s’accompagne d’une augmentation
considérable du rappel. Finalement, une faible augmentation du rappel s’accompagne par une
baisse importante de la précision dès que le rappel dépasse 92, 5%. Notons que le seuil de
0, 2116 identifié améliore la métrique F1 pour les ensembles de test et de validation. En effet,
F1(V ) passe de 93, 35% à 94, 48% et F1(T ) passe de 95, 04% à 95, 8%.
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Figure 4.6 – Courbes précision/rappel de XGBoost avec RCA

XGBoost avec des données transformées par PCA

La figure 4.7 montre que pour la transformation PCA, on a un compromis de précision et
de rappel similaire à celui obtenu avec RCA. Le classificateur atteint une précision totale
avec un rappel de 87, 5%. Pour un rappel entre 87, 5% et 92, 5%, une légère diminution de
la précision s’accompagne d’une augmentation considérable du rappel. Finalement, une faible
augmentation du rappel s’accompagne par une baisse importante de la précision dès que le
rappel dépasse 92, 5%. Le seuil 0, 3938 identifié améliore la métrique F1 pour les ensembles de
test et de validation. En effet, F1(V ) passe de 94, 78% à 94, 92% et F1(T ) passe de 96, 14%

à 96, 15%. Notons que ces nouvelles valeurs sont également proches de celles obtenues avec
RCA.
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Figure 4.7 – Courbes précision/rappel de XGBoost avec PCA

XGBoost avec des données transformées par PCAs pondérées

La figure 4.8 montre le meilleur compromis précision-rappel parmi ceux obtenus avec les don-
nées brutes, PCA ou RCA. En effet, l’intervalle du rappel pour lequel une augmentation du
rappel s’accompagne d’une diminution de la précision est le plus étroit et est de borne infé-
rieure élevée. On parle d’un rappel entre 94% et 96%. Le maximum de la métrique F1(V ) est
atteint pour un seuil de 0, 2031, et il est plus élevé que F1(V ) = 97, 42% obtenu avec un seuil
de 0, 5. Pour le même seuil identifié, on assiste à une légère augmentation de F1(T ). Elle passe
de 97, 61% à 97, 68%.
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Figure 4.8 – Courbes précision/rappel de XGBoost avec les projections apprises

La transformation des données par des PCAs pondérées donne la meilleure convergence, les
meilleurs résultats sur l’ensemble de validation avec un seuil de probabilités égal à 0.5 et un
meilleur compromis précision-rappel. Elle donne également les meilleurs résultats sur l’en-
semble de test lorsque le seuil de probabilité est optimisé pour maximiser F1(V ). Cette trans-
formation sera alors retenue pour la suite du chapitre afin de créer un modèle simplifié basé
sur des branches des arbres de régression apprises par XGBoost.

4.4 Simplification du meilleur modèle

On retient la transformation des données par PCAs pondérées comme meilleure transformation
des données. Les arbres de décisions apprises par XGBoost sont éclatés en branches. Ensuite,
un ensemble d’arbres de décision de profondeur 1 est appris en utilisant les sorties binaires
des branches comme instances. L’ensemble optimal des branches, le nombre total des arbres,
et les hyperparamètres restants de XGBoost sont respectivement déterminés par RFE, arrêt
prématuré, et validation hold-out. Une fois la phase d’apprentissage complétée, les branches
sélectionnées sont examinées pour déterminer les variables initiales et les composantes princi-
pales à retenir.

La figure 4.9 illustre l’apprentissage des arbres de décisions de profondeur 1. Les valeurs
de F c

1 démarrent entre 10−2 et 10−1 pour l’ensemble d’entraînement, validation et test. Ce
qui représente des profils types (majoritaires) de clients qui renouvellent ou résilient et qui
sont détectables avec une seule branche de trois seuils. On remarque que les trois courbes
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Figure 4.9 – Courbe d’apprentissage de XGBoost avec les conditions apprises

s’améliorent constamment avant de saturer à la 30ème itération. En plus elles sont quasi-
confondues ce qui indique la forte capacité de généralisation du classificateur et l’absence du
surapprentissage.

Tableau 4.3 – Tableau sommaire de la simplification de
l’algorithme choisi et ses nouvelles performances

Approche Nombre de F1 pour la classe 1
Variables
en entrée

Variables choi-
sies

Conditions
générées Validation Test

XGBoost
encodage
one-hot
et PCAs
pondérées

287 :
19 scalaires
268 binaires

149 :
135 composantes
principales
générées,
14 variables
sélectionnées

1074
branches,
chacune est
formée d’un
à trois seuils

97,40 97,63

XGBoost
simplifié,
encodage
one-hot
et PCAs
pondérées

1223 :
1074
conditions,
149 variables
choisies par
l’algorithme
non simplifié

30 :
29 conditions
à trois seuils,
et utilisant 27
composantes,
une variable
binaire et une
scalaire,
une condition
avec une
variable
binaire

118
branches
d’arbres de
profondeur 1
(59 seuils)

97,53 97,77
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4.5 Analyse de la représentation apprise

La transformation t-SNE (van der Maaten and Hinton, 2008) est une méthode non-linéaire de
réduction de dimensionnalité pour des fins de visualisation. Elle consiste à modéliser chaque
instance par un point à deux ou trois dimensions de sorte à conserver les voisinages locaux. Si
deux instances sont similaires dans les données originales, elles seront représentées par deux
points proches avec la transformation t-SNE.
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Figure 4.10 – Visualisation des données brutes

La figure 4.10 montre la transformation t-SNE à deux dimensions d’un échantillon des données
brutes, on constate que les points de données appartenant à la même classe sont dispersés.
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Figure 4.11 – Visualisation des données transformées par les conditions apprises
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Contrairement aux données brutes, la figure 4.11, montre la représentation des conditions
projetées par t-SNE, les points appartenant à la même classe sont des voisins regroupés dans
le même sous-espace. Ce nouvel ensemble de données a donc fait en sorte que les ensembles
de même classe deviennent plus proches. Un algorithme de clustering pourra donc identifier
ce groupe. Il existe également quelques exemples granulaires de la classe +1 d’où le rôle d’un
classificateur appris par apprentissage supervisé pour les détecter.

4.6 Interprétation des conditions apprises

Le tableau 4.4 liste les conditions retenues par le modèle final. Pour chaque condition, la
première colonne indique son nom, la deuxième indique son expression comme séquence de
un à trois seuils de décision, et la dernière colonne indique le gain relatif qu’elle réalise pour
minimiser la fonction objective. Les conditions, les composantes principales générées, et les
variables utilisées sont référées respectivement par les suffixes cond, c, et V ar. Les conditions
et les composantes principales sont indexées par leur ordre de création donné par l’algorithme
non-simplifié. Comme l’algorithme simplifié a retenu 30 conditions pertinentes parmi 1047,
les indices des conditions indiqueront les itérations les plus importantes. En particulier, on
voit que ces indices varient entre 4 et 181. Cela indique que l’algorithme a rejeté les trois
premières conditions comme simplistes (ou biaisées) et de nombreuses conditions complexes
qui modélisaient un bruit (ou à haute variance). Ceci peut être vu comme une sélection du
premier votant de XGBoost ultérieur à ceux appris par les premières itérations car ceux-ci
risquent d’être simplistes. C’est donc une approche complémentaire à la sélection des votants
dans XGBoost (sélection de la bonne itération de début et de celle de fin). Un comportement
différent est observé dans les indices des composantes. En effet, les composantes sélection-
nées incluent entre autres des composantes générées aux premières itérations (0, 4, 5) et aux
dernières itérations (122, 131, 125) de XGBoost non-simplifié avec PCA pondérée.
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Tableau 4.4 – Importance relative des conditions apprises

Nom Expression importance relative

V ar25,0 V ar25,0 = 1 .061224
cond59 c122 > −.4915 et c42 > .0027 et c79 ≤ −.0008 .061224
cond120 V ar3 ≤ .8576 et c5 ≤ .0076 et c50 ≤ −.8379 .061224
cond181 c54 ≤ −.0050 et c68 > .1978 et c82 > −.0041 .061224
cond36 c54 ≤ .0814 et c79 > .0011 et c84 ≤ −0.0011 .040816
cond44 c103 ≤ .3630 et c79 ≤ .0075 et c84 > .0002 .040816
cond60 c19 ≤ .1152 et c66 ≤ .0041 et c79 > −.0008 .040816
cond76 c54 ≤ −.0021 et c82 > −0.0028 et c84 ≤ 0.0018 .040816
cond107 V ar34 ≤ .2380 et c38 > −.002 et c79 > −.0028 .040816
cond117 c131 > −4.0543 et c79 ≤ .0109 et c84 > .0024 .040816
cond97 c0 > −.6888 et c109 ≤ .0016 et c122 ≤ −.0247 .040816
cond156 c61 > −1.0669 et c80 ≤ −.5087 et c93 ≤ 1.3860 .040816
cond166 c61 > −1.0669 et c70 ≤ −.0025 et c8 > −.3838 .040816
cond128 V ar34 ≤ −.3407 et c57 ≤ .0035 et c66 ≤ .0081 .040816
cond136 V ar34 ≤ .7115 et c57 ≤ .0015 et c66 ≤ .0070 .040816
cond15 V ar25,0 = 1 et c70 > .0013 et c79 > −.0013 .020408
cond21 c125 ≤ .0144 et c70 > .0013 et c74 > −1.7711 .020408
cond27 V ar25,0 = 1 et c84 ≤ −0.0001 et c85 > −.2049 .020408
cond33 c70 ≤ .0009 et c79 ≤ .0011 et c84 > −.0017 .020408
cond175 c112 > −.7211 et c50 > −.4535 et c82 > −.0037 .020408
cond38 c54 > .0814 et c60 ≤ 13.8527 et c79 > .0011 .020408
cond124 c4 ≤ −.0181 et c50 > −.8379 et c63 ≤ 1.5184 .020408
cond51 c42 > −.0984 et c53 > −.3523 et c84 ≤ .0008 .020408
cond115 c83 > −.4727 et c84 ≤ .0024 et c84 > 0 .020408
cond144 c110 ≤ .9241 et c68 ≤ .0038 et c70 ≤ −.0007 .020408
cond65 c107 > −2.0461 et c122 ≤ −.0125 et c84 ≤ .0006 .020408
cond81 c122 ≤ −.0208 et c59 > −2.3748 et c66 ≤ .0065 .020408
cond135 V ar34 > −.3407 et c125 > −.1277 et c42 > .0025 .020408
cond100 c106 ≤ −.0845 et c122 > −.0247 et c8 ≤ −.0452 .020408
cond4 c26 ≤ 1.7387 et c56 ≤ .0455 et c70 > .0016 .020408

Les seuils sur les conditions, les composantes principales et les variables scalaires s’interprètent
comme suit :

— condi signifie que la condition d’indice i est vérifiée, et équivaut à condi = 1 ou condi ≥
.5. Cela signifie que toutes les comparaisons qu’elle contient sont vérifiées. Sa négation
est ¬condi, qui signifie condi = 0. Cela arrive quand au moins une de ses comparaisons
est non-vérifiée.
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— ci ≤ θ signifie que la projection de l’instance x selon la composante pci, de norme unité,
est inférieure ou égale à un seuil θ. Pour une instance x, ci est défini comme un produit
scalaire < pci,x > = ||x|| ||pci|| cos(x;pci) où la norme de l’instance est calculée
seulement en utilisant ses coordonnées non-binaires. La comparaison ci ≤ θ peut aussi
être interprétée comme une similarité entre le vecteur créé par les variables non-binaires
de x et la direction pci :

cos(x;pci) ≤
θ

||x|| ||pci||
=

θ

||x||

— V ari ≤ θ signifie que la variable scalaire normalisée (par standardisation) est inférieure
ou égale à un seuil appris. Afin de donner un sens à ce seuil, on utilise la moyenne
et l’écart type µi et σi utilisés dans la normalisation pour retrouver un seuil dans le
domaine de la variable i brute (avant normalisation).

V arbrutei ≤ σi(θ) + µi

Le score de l’importance relative indique l’apport de chaque condition dans la séparation des
classes de l’ensemble de l’entraînement. L’utilisation de variables binaires définies par des seuils
sur des variables scalaires présente un avantage quant à l’interprétablitié. Par exemple, dire que
“V ar3 < .8 sépare bien les données” donne plus d’information que de simplement dire “V ar3

est important”. En utilisant la signification des attributs du tableau 4.1, on peut facilement
exprimer les conditions en langage naturel. Par exemple, les deux premières conditions du
tableau 4.4 sont que “le client paye des frais d’utilisation du ROP” et que “le client est plus
jeune que 58 ans, et les projections c5 et c50 sont inférieures respectivement à 0.0076 et
−0.8379”. Or, c5 est la coordonnée de l’instance selon la direction pc5, dont la projection sur
l’espace de variables est donné au tableau 4.5. On remarque que cette coordonnée est dominée
par la coordonnée Var37. Alors la comparaison c5 ≤ .0076 est presque équivalente à dire
−0.98×V ar37 ≤ .0076 ou encore V ar37 ≥ 0, 0077. En utilisant les données non-transformées,
cette condition est équivalente à planvalunits1000 ≥ 0. Le même processus peut être suivi pour
analyser la comparaison c50 ≤ −.8379. La deuxième condition se lit alors comme “le client est
plus jeune que 58 ans, a une évaluation finale des unités plus grande que 0, et le montant de
la hausse de prime est faible.”
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Tableau 4.5 – Projection des composantes principales 5 et 50

Var pc5 pc50

Var3 -0.003306 -0.000118
Var9 -0.012096 0.008958
Var10 -0.047575 0.00046
Var15 -0.000004 0.001528
Var16 -0.000545 0.000052
Var17 0.001681 -0.000002
Var26 -0.000419 -0.013760
Var27 -0.008570 -0.003336
Var28 0.016368 0.001547
Var29 -0.001982 0.002211
Var30 0.011068 0.001096
Var31 -0.029167 -0.007134
Var33 0.001788 -0.000147
Var34 -0.002159 -0.000499
Var35 -0.001819 -0.045703
Var36 0.137522 0.039023
Var37 -0.988435 -0.041052
Var38 0.008980 0.056495
Var39 -0.015787 -0.002561

Les scores du tableau 4.4 montrent la contribution relative de chaque condition à la minimisa-
tion de la fonction objective. Avec un arbre de décision de profondeur 1, le seuil appris divise
l’espace en deux régions disjointes et associe un poids à chaque région. Lorsque les deux poids
sont à forte valeur absolue, la condition est importante pour la prédiction des deux classes.
Lorsque l’un des poids est presque nul (distribution aléatoire d’exemples positifs et négatifs) et
que le deuxième est à forte valeur absolue (région dominée par des exemples de même classe)
alors le seuil est important pour l’une des classes exclusivement. En plus, si son gain est très
faible, alors on peut s’attendre qu’il apparaisse aux derniers rangs du tableau 4.4 alors qu’il
est un des seuils les plus importants pour l’une des classes.

Pour mieux comprendre l’apport de chaque condition, il sera intéressant d’illustrer la classe
qu’elle isole en fonction de sa valeur (condition vérifiée ou non). Ceci est représenté dans le
tableau 4.6. On observe que V ar25,0 = 0, cond120 = 1 et cond59 = 1 augmentent les chances
qu’une instance appartienne à la classe 0. Ces trois conditions sont aussi les plus importantes
dans le tableau 4.4. Toutefois pour la classe 1 l’ordre est diffèrent. cond76 = 1, cond181 = 1

et cond136 = 1 augmentent les chances qu’une instance appartienne à la classe 1 alors qu’elles
apparaissent respectivement aux 8ème, 4ème et 15ème rangs dans le tableau 4.4.

Par construction de notre algorithme, une instance apparie par défaut à la classe 0. Ainsi,
une instance prédite de classe 1 ira satisfaire une ou plusieurs conditions de la colonne de
cette classe dans le tableau 4.4. La figure 4.12 montre, en utilisant un échantillon de 1000
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exemples d’entraînement, comment les instances changent progressivement de classe lors de
l’ajout progressif des conditions de la classe 1.

Tableau 4.6 – Contribution des conditions pour chaque classe

Classe 1 Classe 0
Condition Poids Condition Poids

cond76 2.485683 ¬Var25,0 -3.234091
cond181 2.359328 cond120 -1.920960
cond136 2.159906 cond59 -1.906313
cond128 2.145617 cond156 -1.755519
cond107 1.811129 cond166 -1.473719
cond15 1.710164 cond117 -1.418940
cond36 1.558582 ¬cond15 -1.249417
cond97 1.382636 cond44 -1.212738
cond4 1.324792 cond38 -1.139946
cond60 1.268960 ¬cond4 -1.072865
cond65 1.219348 ¬cond21 -1.009431
cond51 1.210255 cond33 -0.982499
cond115 1.194033 ¬cond27 -0.977018
cond100 1.169648 cond144 -0.971192
¬cond44 1.131399 ¬cond51 -0.693772
cond21 1.122885 ¬cond181 -0.680818
¬cond59 1.106845 ¬cond107 -0.648702
cond81 1.057580 cond135 -0.557180
cond27 1.030630 ¬cond60 -0.530837
cond124 .937341 ¬cond128 -0.462963
¬cond33 .904567 ¬cond97 -0.443435
cond175 .866677 ¬cond76 -0.391117
Var25,0 .625692 ¬cond136 -0.379155
¬cond120 .491167 ¬cond124 -0.354038
¬cond117 .472281 ¬cond36 -0.341196
¬cond166 .404703 ¬cond175 -0.337094
¬cond144 .338384 ¬cond81 -0.256399
¬cond156 0.321445 ¬cond115 -0.247507
¬cond38 0.230459 ¬cond65 -0.246213
¬cond135 0.156374 ¬cond100 -0.155336
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Figure 4.12 – Visualisation de 1000 instances classées par les conditions apprises.

On observe que certains exemples de classe 1 (courbes rouges) sont classés correctement avec
des probabilités > .5 à partir des quelques premières conditions. D’autres plus difficiles mani-
festent une augmentation de la probabilité (initialement nulle) à partir de la 21ième condition
(cond33) avant d’atteindre une probabilité > .5 dans la majorité des cas. On remarque éga-
lement plusieurs points où des instances de classe 0 (courbes bleues) qui avaient reçu une
probabilité élevée de classe 1 par les conditions validées initialement voient cette probabilité
décroître rapidement. Les trois instants les plus marqués sont aux cond76, cond136, et cond107.
Dans les trois cas, les instances avaient atteint des valeurs de probabilité assez élevés (≃ .8,
≃ .9 et ≃ 1 respectivement), puis les conditions suivantes les ont diminuées jusqu’à des valeurs
finales presque nulles.

Conclusion

L’algorithme XGboost avec PCA pondérée a donné les meilleures performances et a été choisi
pour la phase de simplification en combinaison de fonctions indicatrices. Cette étape, comme
elle était effectuée par un algorithme supervisé, s’est accompagnée par une augmentation de
performance et d’une meilleure généralisation. En plus, le nombre de conditions finales est
tellement réduit qu’il est inférieur à l’ensemble d,attributs initiaux. De plus chaque fonction
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contribue à la prédiction seulement lorsqu’elle est activée, ce qui rend le diagramme d’im-
portance des conditions plus significatif que celui des attributs. Ces deux caractéristiques
contribuent à une meilleure interprétabilité. Finalement, l’espace généré par ces conditions
sépare linéairement les données, il devient donc adapté à une grande famille d’algorithmes
d’apprentissage automatique, supervisée ou non.
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Conclusions et perspectives

Ce travail aborde la tâche de prédiction de la rétention comme une classification binaire
avec des données déséquilibrées. La revue des méthodes existantes a démontré qu’elles sont
équivalentes à pondérer efficacement les observations pour mettre en valeur la classe d’intérêt,
minoritaire. Parmi les algorithmes performants pour cette tâche, XGBoost se distingue comme
une approche générique pour tout choix de la fonction de perte, implémentant la pondération
des exemples à partir d’une descente de gradient de l’erreur dans l’espace des votants, et permet
de trier les attributs par leur pertinence pour la prédiction. Cette dernière caractéristique le
rend adapté à des méthodes heuristiques de sélection des attributs. Cela a un impact important
dans l’interprétabilité.

En plus d’enrichir la classe des frontières de décision apprises par XGBoost sans nuire à
l’interprétabilité ni aux performances, l’approche proposée apporte cinq contributions.

— Générer les directions principales candidates à sélectionner par les votants à chaque
itération de XGBoost ;

— Adapter l’algorithme de génération des directions pour tenir compte des observations
ayant les poids les plus élevés, à chaque itération ;

— Retenir à chaque itération, les directions choisies par le votant pour une réutilisation
éventuelle à une itération ultérieure ;

— Éliminer par un algorithme supervisé, les feuilles inutiles des arbres appris (élagage
d’XGBoost) ;

— Créer une méthode, efficace et indépendante de la distribution des données (recherche
exhaustive rapide), de calcul d’un ensemble réduit de fonctions permettant de projeter
les données dans un espace où elles deviennent linéairement séparables ;

La méthode est validée sur des données synthétiques et testée sur les données de la LCSF, où
les résultats étaient spectaculaires.

Comme perspective de travaux futurs, on propose de créer une architecture de réseaux de neu-
rones qui exploite des propriétés clés des méthodes de boosting. Précisément, pour poursuivre
les travaux, on souhaiterait implémenter :

65



— La descente de gradient de l’erreur dans l’espace des architectures permettant d’incré-
menter itérativement (ou à chaque époque) l’architecture (largeur des couches et leur
nombre) en garantissant que chaque ajout déplace les performances vers la diminution
de la fonction objective ;

— Une architecture adversaire qui défait les performances du réseau de neurones afin d’ap-
prendre de nouveaux neurones qui lui sont complémentaires ;
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Annexe A

Propriétés de l’algorithme Adaboost

A.1 Énoncé de l’algorithme

Adapté de (Schapire, 2003)

A.2 Propriétés

Propriété A.2.1. Reproduite de (Schapire, 2003)

Soit t ∈ {1, ..., T}. L’erreur de classification de h(t) pondérée par D(t+1) est exactement égale
à 1

2 .
n∑

i=1

d
(t+1)
i .1[ht(xi ̸= yi)] =

1

2

Preuve.
n∑

i=1

d
(t+1)
i 1[h(t)(xi) ̸= yi] =

n∑
i=1

d
(t+1)
i 1[h(t)(yi.xi) = −1]

=

∑n
i=1 d

(t)
i .exp

(
− αt.yi.h

(t)(xi)
)
1[yi.h

(t)(xi) = −1]∑n
j=1 d

(t)
j .exp

(
− αt.yj .h(t)(xj)

)
=

eαt .
∑n

i=1 d
(t)
i 1[h

(t)(xi).yi = −1]∑n
j=1 d

(t)
i

(
e−αt1[h(t)(xi) = yi] + eαt1[h(t)(xi) ̸= yi]

)
=

eαt .ϵt
e−αt .(1− ϵt) + eαt .ϵt

=
ϵt

ϵt + e−2αt(1− ϵt)
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Algorithme 1 : Adaboost
Données : S = {(xi, yi) ∈ X × Y, i ∈ {1, ..., n}} ; /* l’ensemble d’entraînement */
Données : D = {d1, d2, ..., dn} tel que

∑
d∈D d = 1 ; /* poids des observations */

Données : Un algorithme d’apprentissage des votants ABase(·,·) supportant la
pondération des exemples

Données : T ∈ N \ {0} ; /* le nombre d’itérations */
Initialisation : D(1) = D

1 pour t = 1, ..., T faire
2 Apprendre un votant h(t) ← ABase(S,D(t)) ; /* h(t) : X −→ {±1} */
3 Calculer l’erreur de classification zéro-un pondérée

ϵt =

n∑
i=1

D(t)(i).1[h(t)(xi) ̸= yi] =

n∑
i=1

d
(t)
i .1[h(t)(xi) ̸= yi]

4 Calculer le poids αt =
1
2 . ln

(
1−ϵt
ϵt

)
5 Mettre à jour les pondérations ∀ i ∈ {1, ..., n}

d′i ← d
(t)
i . exp(−yi αt h

(t)(xi))

d
(t+1)
i ← d′i

Zt+1
avec Zt+1 =

n∑
i=1

d′i

6 fin
Résultat : Un classificateur binaire h : X −→ {±1} défini par :

∀x ∈ X , h(x) = signe(g(T )(x)) = signe
( T∑
t=1

αt.h
(t)(x)

)

Or, par définition de αt, nous avons :

2αt = ln
(1− ϵt

ϵt

)
⇔ e−αt =

ϵt
1− ϵt

Ainsi, l’erreur de classification de h(t) pondérée par D(t+1) devient :
n∑

i=1

d
(t+1)
i 1[h(t)(xi) ̸= yi] =

ϵt
ϵt +

ϵt
1−ϵt

(1− ϵt)
=

ϵt
ϵt + ϵt

=
1

2

Dans le cas de données équilibrés pondérées par une distribution uniforme D(0) = { 1n , ...,
1
n},

on a :
n∑

i=1

1[yi = 1] =
n∑

i=1

1[yi = −1] (A.1)
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Soit c−1 le classificateur constant prédisant la classe majoritaire −1.

∀x ∈ X , c−1(x) = −1

Ce classificateur a une erreur ϵ = 1
2 sur ces données équilibrées.

Toutefois, dans le cas de données déséquilibrés où la classe d’intérêt +1 est minoritaire, et
pondérées uniformément :

n∑
i=1

di1[yi = 1]≪
n∑

i=1

di1[yi = −1]

c−1 donne une très faible erreur de classification ϵ ≃ 0 sans détecter la classe minoritaire.
Cette mesure est donc trompeuse et pour la corriger, une des méthodes consiste à re-pondérer
les observations.

Grâce à la propriété A.2.1, Adaboost implémente un méchanisme d’équilibrage des pondé-
rations. En effet, en posant h(0) = c−1 et en effectuant une seule itération d’Adaboost, la
nouvelle distribution D(1) pondère les observations de sorte que h(0) donne une erreur égale à
1
2 au sens de D(1).

Il s’ensuit que Adaboost est naturellement adapté au traitement des données déséquilibrés.
Adaboost requiert que l’algorithme d’apprentissage de base retourne un votant légèrement
meilleur qu’un choix aléatoire. Ces votants sont donc des algorithmes simples. Avec des don-
nées déséquilibrés pondérés équitablement, ces algorithmes n’auront pas assez de complexité
pour séparer la classe minoritaire et pourront donc converger vers un classificateur proche de
c−1 (prédisant −1 pour la majorité de la classe minoritaire). Ceci n’aura pas d’impact sur
l’apprentissage des prochains votants grâce au calcul de la nouvelle distribution qui balance
la contribution de la classe +1 dans l’erreur de classification.

Propriété A.2.2. Inspirée de (Kégl, 2013) et (Schapire, 2003)

Soit t ∈ {1, ..., T} et h(t) un classificateur produit à l’itération t par l’algorithme d’apprentissage
de base. En notant γt =

∑n
i=1 d

(t)
i .yi.h

(t)(xi), nous avons :

αt =
1

2
ln
(1 + γt
1− γt

)
(A.2)

Preuve. Soit t ∈ {1, ..., T} et h(t) un classificateur produit à l’itération t par l’algorithme
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d’apprentissage de base. Notons γt =
∑n

i=1 d
(t)
i .yi.h

(t)(xi). On a alors :

γt =

n∑
i=1

d
(t)
i .yi.h

(t)(xi)

=

n∑
i=1

d
(t)
i 1[h

(t)(xi) = yi]−
n∑

i=1

d
(t)
i 1[h

(t)(xi) ̸= yi]

= (1− ϵt)− ϵt

= 1− 2.ϵt ⇔ ϵt =
1− γt

2

Ainsi, αt s’exprime en fonction de γt comme suit.

αt =
1

2
ln
(
2
1− 1−γt

2

1− γt

)
=

1

2
ln
(1 + γt
1− γt

)

Un classificateur performant h(t) ayant une erreur ϵt = 0 (ou γt = 1) est associé à un poids
infini. En pratique, cela veut dire qu’on retient ce classificateur et on rejette les classificateurs
précédemment produits. L’ensemble est donc réduit à h(t). Cependant, les classificateurs ayant
une faible erreur ϵt ≃ 0 se voient associés à des poids élevés. De plus, une faible différence
entre deux classificateurs performants se manifeste par une grande différence entre les poids.
Ainsi, pour stabiliser les poids d’Adaboost, il est courant (scikit-learn et multiboost) d’utiliser
la demi marge moyenne à la place de la marge moyenne dans le calcul du poids αt.

αt(γt/2) =
1

2
ln
(1 + γt

2

1− γt
2

)
(A.3)

Ceci est équivalent à forcer la marge moyenne à être dans l’intervalle [0, 1/2] en divisant sa
valeur par 2 ou bien en utisant une nouvelle fonction α(γ/2), définie par A.3 qui déplace
l’asymptote γ = 1 associée à A.2 vers γ = 2, au-delà des valeurs possibles de γ. Dans cette
configuration, et comme la variation de α(γ/2) est presque linéaire sur [0, 12 ], il est pertinent
de l’approcher par son développement limité d’ordre 1 autour de γ = 0.

∀γ ∈ [0, 1], α(γ/2) ≃ γ

La figure suivante illustre cette approximation.
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Figure A.1 – Approximation efficace du calcul du poids α à une itération de Adaboost

Pour ϵt = 1/2 (ou encore γt = 0), Adaboost associe un poids nul au classificateur h(t). La
distribution D(t+1) est identique à D(t) et l’algorithme cesse de progresser. Cela marque l’arrêt
de l’apprentissage et il est conseillé de changer l’algorithme ABase.

Propriété A.2.3. Reproduite de (Schapire, 2003)

Si à chaque itération t, ABase(D(t),S) retourne une classificateur h(t) : X −→ {±1} légère-
ment meilleur qu’un classificateur aléatoire au sens de D(t), c’est à dire :

∃δtel que ∀t ∈ {1, ..., T}, ϵt ≤
1

2
− δ

alors le classificateur final H(T ) retourné par Adaboost vérifie :

E0−1(H
(T ),S) = 1

n

n∑
i=1

1[H(t)(xi) ̸= yi] ≤ e−2 δ2 T (A.4)

Démonstration. Comme pour toute itération t, l’algorithme de base retourne un classificateur
h(t) meilleur d’un choix aléatoire, il existe δt > 0 telque ϵt ≤ 1

2 − δt. Alors, en notant δ =

mint(δt), nous avons :

∀t ∈ {1, ..., T}, ϵt ≤
1

2
− δ

Comme E0−1(H
(T ),S) ≤ Eexp(

∑T
t=1 αth

(t),S) est supérieure à l’erreur zéro-un, il suffit de
prouver A.4 pour l’erreur exponentielle. Notons g(T ) =

∑T
t=1 αth

(t) et ZT = Eexp(g
(T ),S). On

a alors :

ZT =
ZT

Z0
=

ZT

ZT−1
.
ZT−1

ZT−2
...
Z2

Z1
.
Z1

Z0

Avec Z0 = 1 l’erreur exponentielle pour la fonction nulle g(0) (par définition).

Il suffit donc de montrer que pour tout t, on a :

Zt+1

Zt
≤ e−2 δ2
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Comme à une itération t, gt+1 = gt + αt+1.h
(t), on a :

Zt+1

Zt
=

∑n
i=1 exp(−yi.g(t+1)(xi))∑n
i=1 exp(−yi.g(t)(xi))

=

∑n
i=1 exp(−yi.g(t)(xi)).exp(−αt+1 yi h

(t+1)(xi))∑n
i=1 exp(−yi.g(t)(xi))

=
n∑

i=1

D(t+1)
i exp

(
− αt+1 yi h

(t+1)(xi)
)

= eαt+1ϵt+1 + e−αt+1(1− ϵt+1)

= ϵt+1

√
1

ϵt+1
− 1 +

1− ϵt+1√
1

ϵt+1
− 1

= 2
√
ϵt+1(1− ϵt+1)

Comme ϵt+1 ≤ 1
2 − δ et que a : x 7→ x(1− x) est croissante sur [0, 12 ], nous avons :

2
√

ϵt+1(1− ϵt+1) ≤ 2

√
a(

1

2
− δ)

=

√(1
2
− δ

)(1
2
+ γ

)
=

√
1− 4δ2

Comme 1− x ≤ e−x, on a : √
1− 4δ2 ≤

√
e−4δ2 = e−2δ2

La courbe d’apprentissage d’Adaboost sur l’ensemble d’entraînement aura donc une allure ex-
ponentielle décroissante. La convergence vers une erreur nulle signifie que E0−1(H

(T ),S) < 1
n ,

et donc exp(−2δ2T ) < 1/n d’où T > ln(n)
2δ2

. Ainsi, des plus petites valeurs de δ nécessitent de
plus grandes valeurs de T pour annuler l’erreur sur l’ensemble d’entraînement. Cela invite à
penser que des apprenants ABase performants donneront de meilleures courbes d’apprentis-
sage. En pratique, l’inverse est vrai (article la force de la faible apprenabilité). En effet, choisir
des votants de hautes performances a de grandes chances de donner une courbe d’apprentis-
sage qui sature à une valeur finale non minimale à partir d’une itération T1. Par contre, choisir
des votants faibles et les amplifier pour T ≫ T1 donnera une meilleure courbe d’apprentissage
qui sature à une valeur finale plus proche de 0.
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Annexe B

Propriétés de l’algorithme XGBoost

B.1 Énoncé de l’algorithme

Adapté de (Chen and Guestrin, 2016)

Algorithme 2 : XGBoost
Données : S = {(xi, yi) ∈ X × Y, i ∈ {1, ..., n}} ; /* l’ensemble d’entraînement */
Données : D = {d1, d2, ..., dn} tel que

∑
d∈D d = 1 ; /* poids des observations */

Données : Un algorithme d’apprentissage des votants ABase(·,·) minimisant l’erreur
quadratique moyenne pondérée

Données : T ∈ N \ {0} ; /* le nombre d’itérations */
Données : Un choix de la fonction de perte
Initialisation : g(0) : x ∈ X 7→ 0

1 Calculer ∀i ∈ {1, ..., n} ai,1 et bi,1;
Initialisation : D(1) ← ∅, S(1) ← ∅

2 pour i = 1,...,n faire
3 D(1).insert(bi,1/2);
4 S(1).insert((xi, ai,1/ai,1);
5 fin
6 pour t = 1, ..., T faire
7 Apprendre un votant f (t) ← ABase(S(t),D(t)) ; /* f (t) : X −→ R */
8 Mettre à jour les logits ∀ i ∈ {1, ..., n}, gi,t = gi,t−1 + f(xi);
9 Calculer les dérivées ai,t+1 et bi,t+1 ∀i ∈ {1, ..., n};

10 Mettre à jour les pondérations D(t+1) et S(1) ; /* Comme en ligne 2 */
11 fin

Résultat : Une fonction h : X −→ [0, 1] définie par :

∀x ∈ X , h(x) = σ(g(T )(x)) = σ
( T∑
t=1

f (t)(x)
)
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B.2 Application pour différentes fonctions de perte

À chaque itération t, XGBoost ajoute un arbre de régression f minimisant la fonction objective
suivante.

E =
n∑

i=1

bi,t

[
f(xi)−

ai,t
bi,t

]2
avec ai,t = −

∂ℓ(yi, gi,t−1)

∂gi,t−1
, bi,t =

∂2ℓ(yi, gi,t−1)

∂g2i,t−1

et ℓ la fonction de perte choisie.

Dans cette section, on exprimera les poids d
(t)
i = bi,t et les pseudo étiquettes y

(t)
i = −ai,t/bi,t

pour les choix usuels de la fonction de perte, et on comparera qualitativement les fonctions
objectives résultantes.

B.2.1 Perte exponentielle

La perte exponentielle pour un exemple (xi, yi) est définie à l’itération (t− 1) par :

ℓ(yi, ŷ
(t−1)
i ) = e−yi.gi,t−1

D’où, les dérivées ai,t et bi,t :

ai,t = −(−yi).e−yi.gi,t−1 = yi.e
−yi.gi,t−1

bi,t = (−yi)2.e−yi.gi,t−1 = e−yi.gi,t−1

Ainsi,

d
(t)
i = e−yi.gi,t−1 et y

(t)
i = yi

L’Algorithme générant le votant faible prend les étiquettes yi de l’ensemble d’entraînement
et des poids proportionnels aux poids crées par Adaboost. Le votant généré est appris pour
effectuer des prédictions corrélés avec les étiquettes associées aux pondérations d

(t)
i les plus

importantes. Celles-ci correspondent aux erreurs de classification commises par l’ensemble crée
à l’itération précédente (de manière similaire à Adaboost).

B.2.2 Perte logistique

La perte logistique pour un exemple (xi, yi) est définie à l’itération (t− 1) par :

ℓ(yi, ŷ
(t−1)
i ) = ln(1 + e−yi.gi,t−1)

D’où, les dérivées ai,t et bi,t :

ai,t = −(−yi).σ(−yi.gi,t−1) = yi.σ(−yi.gi,t−1)

bi,t = (−yi)2.σ(−yi.gi,t−1).σ(+yi.gi,t−1) = σ(yi.gi,t−1).σ(−yi.gi,t−1) ≃
1

4
exp(g2i,t−1)
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Ainsi,

d
(t)
i ∝ exp(g2i,t−1) et y

(t)
i =

1

yiσ(yi.gi,t−1)
= yi.(1 + e−yi.gi,t−1)

Le votant faible donne plus d’importance pour les exemples associés aux prédictions gi,t−1

proches de 0. Pour ces mêmes exemples, le votant f produit fournira des prédictions corrélés
avec le double des étiquettes originales (y(t)i ≃ (1 + e0)yi = 2yi), ce qui est suffisant pour
corriger les erreurs de prédictions à faible logit. Les termes de l’erreur associés aux logits gi,t−1

d’amplitude importante sont associés à des poids presque nuls. Pour les observations à marge
positive (bonnes prédictions), les nouvelles étiquettes sont presque égaux aux étiquettes de
l’ensemble d’entraînement. Pour chaque observation à marge négative, le votant essaiera de
produire une prédiction proportionnelle à l’étiquette originale, avec un coefficient de propor-
tionnalité très important (en 1+ exp(|gi,t−1|)). Cela peut compenser la baisse de l’importance
de ces observations engendrées par d

(t)
i ≃ 0.

En choisissant un faible taux d’apprentissage, on peut forcer les logit de varier proche de zéro.
La pénalité induite par les pondérations calculées n’aura pas d’impact sur les observations à
marge négative à l’itération précédente.

B.3 Lien entre XGBoost et Adaboost

Dans le cas particulier où f est proportionnelle à un classificateur binaire φ : f(x) = α.φ(x),
et dans le cas de la perte exponentielle, nous avons ai,t = yi . exp(−yi . gi,t−1) et bi,t =

exp(−yi . gi,t−1). Et donc, f minimise l’erreur quadratique moyenne définie par :

F =
n∑

i=1

exp(−yi . gi,t−1)
[
α.φ(xi)− yi

]2
∝

n∑
i=1

d
(t)
i

[
α.φ(xi)− yi

]2
Ceci est équivalent à dire que le passage de la fonction objective d’Adaboost vers celle d’XG-
Boost avec perte exponentielle revient à remplacer la perte exponentielle exp(−α . yi . φ

(t)(xi))

par la perte quadratique [α.φ(xi)− yi]
2 en gardant les mêmes pondérations. De plus, par dé-

rivation, le poids α donné par XGBoost est défini par la marge moyenne suivante :

αXGB =

n∑
i=1

d
(t)
i . yi . φ(xi)

Notons γ cette marge. L’expression du poids fourni par Adaboost peut être exprimé en fonction
de γ

αADA =
1

2
ln(

1 + γ

1− γ
)
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On observe alors que le poids αXGB(γ) varie sur la tangente à la courbe αADA(γ) à l’origine. La
figure A.1 montre les deux variations. En particulier, on voit que pour des classificateurs per-
formants (γ proche de 1), les poids fournis par Adaboost tendent vers l’infini. L’ensemble sera
alors dominé par ces classificateurs. Toutefois, pour XGBoost, les classificateurs performants
seront associés à des poids proches de 1.
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