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ElSszo

2022. januar 27-28-4n mar tizennyolcadik alkalommal keriil sor a Magyar Szami-
togépes Nyelvészeti Konferencia megrendezésére. Idén azonban a tavalyi évhez
hasonlban, ismét a virtualis térben tartjuk meg konferenciankat, a COVID-19
jarvanytigyi helyzetre valo tekintettel. Ugyanakkor bizunk benne, hogy a szemé-
lyes talalkozasok és eszmecserék hidnya ellenére is sikeres, és szakmailag min-
denkit gazdagit6 eseménynek néziink elébe.

A konferencia 6 célkittizése a kezdetek ota allando: lehet&séget biztositani
a nyelv- és beszédtechnologia teriiletén végzett kutatédsok eredményeinek ismer-
tetésére és megvitatasara, ezen feliil a kiilonféle hallgatoi projektek, illetve ipari
alkalmazéasok bemutatésara. A hagyoményokat kdvetve a konferencia idén is
nagyfoka érdeklddést valtott ki az orszag nyelv- és beszédtechnolégiai szakem-
bereinek korében. A 48 bekiildott cikkbdl gondos mérlegelést kovetSen 45-6t
fogadott el a programbizottsag, melyek témaja szamos szakteriiletre terjed ki a
legtijabb nyelvi modellek bemutatéasatol kezdve a beszédtechnolégia eredményein
keresztiil a gépi forditasig.

Nagy 6romet jelent szamunkra, hogy Z&di Zsolt elfogadta meghivasunkat, aki
plenaris el6adasiaban megvilagitja a mesterséges intelligencia jogi vonatkozési
kérdéseit.

Az idei évben is kiilondijjal jutalmazzuk a konferencia legjobb cikkét, mely a
legjelent&sebb eredményekkel jarul hozza a magyarorszagi nyelv- és beszédtech-
noldgiai kutatasokhoz. Ezen feliill immar negyedik alkalommal osztjuk ki a legjobb
biralé dijat, amellyel a biralok faradsagos, ugyanakkor nélkiilézhetetlen munkajat
kivanjuk elismerni.

Koszonettel tartozunk az ELKH-SZTE Mesterséges Intelligencia Kutatocso-
portjanak és a Szegedi Tudomanyegyetem Informatikai Intézetének helyi szer-
vezésben segédkezd munkatarsainak. Végezetiil szeretnénk megkoszénni a prog-
rambizottsag és a szervez@bizottsdg minden tagjanak aldozatos munkajat, ami
nélkil nem johetett volna létre a konferencia.

A szervezibizottsag nevében,
Acs Judit, Berend Gabor, Gosztolya Gabor, Novak Attila, Sass Balint, Simon
Eszter, Sztahé Déavid, Vincze Veronika
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Nyelvspecifikus transzformer modellek kozotti
megfeleltetéssel torténd zero-shot
jelentésegyértelmiisités

Berend Géabor

Szegedi Tudomanyegyetem, Informatikai Intézet
berendg@inf.u-szeged.hu

Kivonat Cikkiinkben egy nyelvspecifikus transzformer modellekre ta-
maszkodo, a jelentésegyértelmiisitési feladatot zero-shot modon elvégzs
eljarast mutatunk be. A javasolt modszer a nyelvkozi tudastranszfert a
tanitbadatokkal rendelkezd forras-, valamint a tanitdadatokat nélkiil6zd
célnyelv feldolgozasara dedikaltan létrehozott egynyelvii elGtanitott mo-
dellekre épit. A nyelvek kozotti kapcsolatot az egynyelvi transzformer
modellek rejtett rétegei kozotti megfeleltetést szolgald leképezés tanula-
saval érjiik el. Eredményeink megmutatjik, hogy az ilyen médon létreho-
zott, kizardlag angol nyelvi jelentésegyértelmiisitett szovegeken tanuld
modellek hatékonysaga szignifikinsan javithaté a tobbnyelvi maszkolt
nyelvi modell alkalmazasédhoz képest.

Kulcsszavak: jelentésegyértelmiisités; zero-shot tanulas

1. Bevezetés

A jelentésegyértelmiisités a természetesnyelv-feldolgozas egy régota ismert, koz-
ponti jelentGséggel bird probléméaja (Weaver, 1949/1955; Lesk, 1986; Gale és mt-
sai, 1992; Navigli, 2009). A megoldasi kisérletek kozott talalkozhatunk tudéas-
bazisokra tamaszkodd, valamint felligyelt tanulast alkalmaz6é modszerekkel is,
amelyek koziil tipikusan az utobbiak teljesitenek jobban. Mindkét f6 megkozeli-
tésben k6z6s, hogy komoly humaénersforras-igénnyel rendelkeznek, hiszen mind
a tudésbézisok, mind pedig a jelentésegyértelmiisitésen atesett tanitod-, illetve
kiértékelGszovegek létrehozasa igen koltséges folyamat. Noha angol nyelvre tobb
viszonylag nagy (azonban a jelentések sokszintiségébdl adodéan a kivanatostol
még igy is elmaradod) jelentésegyértelmisitési adatbézis is létezik (Miller és mt-
sai, 1994; Taghipour és Ng, 2015), a legtobb nyelvre — koztiik a magyarra is —
korabban nem létezett megfelel mérett és részletezettségt adatbazis.!

A nemrégiben kozreadott XL-WSD adatbézis (Pasini és mtsai, 2021) ezen a
helyzeten valtoztat, ezért is éreztiik szilikségesnek a kiilonféle kurrens modsze-
reket egymaéssal komplexen Osszehasonlitoé jelentésegyértelmisitési kiértékelési
kisérletsorozat elvégzését, és bemutatéisat.

! Vincze és mtsai (2008) kozreadott ugyan egy jelentésegyértelmisitett korpuszt, azon-
ban abban minddssze 39 tobbértelmi széalak kiilonb6zs jelentéseinek el6fordulésai
voltak megtalalhatok.



XVIII. Magyar Szamitogépes Nyelvészeti Konferencia Szeged, 2022. januar 27-28.
2. Kapcsol6dé munkak

A kontextualizalt szoreprezentaciok jelentésegyértelmisitésben valo folhasznal-
hatosagéara els6 izben (Peters és mtsai, 2018) mutatott ra. Loureiro és Jorge
(2019) kisérletei azt igazoltédk, hogy a BERT (Devlin és mtsai, 2019) maszkolt
nyelvi modellbdl kinyerhets vektorok segitségével egy egyszert, mégis nagy ha-
tékonysagu 1-legkozelebbi szomszédsagon alapi osztalyozd épithetd.

Berend (2020a) egy olyan feliigyelet nélkiili megoldasra tett javaslatot, ami
a kontextualis jelentésvektorokat olyan moédon alakitja at, hogy azok a benniik
talalhato egyttthatok tébbségében nulla értéket vegyenek fol, az azonos koor-
dinatak mentén nemnulla egyiitthatoval rendelkezd szavak pedig tendenciozu-
san azonos jelentéssel rendelkezzenek. A javasolt modszer segitségével létreho-
zott nagyfoku ritkasaggal jellemzett jelentésvektorokat aztan a Loureiro és Jorge
(2019) altal is alkalmazott 1-legkdzelebbi modszerrel kombinalva szignifikans ja-
vulasok voltak elérhetsk.

Az eddigiekben bemutatott munkak mindegyike az angol nyelven torténd je-
lentésegyértelmiisitésre fokuszalt, aminek hatterében az &ll, hogy magyarra nem
létezett korabban kell6 méretii és diverzitasa jelentésegyértelmiisitésre 1étreho-
zott tanito-, illetve tesztels adatbazis. Erdemes megemliteni a Vincze és mtsai
(2008) altal megalkotott magyar nyelvi tjsaghireket tartalmazo jelentésegyér-
telmisitett HuWSD adathalmazt, azonban ez az er6forras mindossze 39 tobbér-
telmd szoalak vonatkozasaban tartalmaz annotéciokat, igy igazan reprezentativ
kiértékelést ez az adatbazis nem tesz lehetévé. A adatbazis méreteibdl fakado
limitacioi ellenére is sziilettek tobbnyelvi transzformer architektarakat alkalma-
z6 eredmények a HuWSD vonatkozasaban is (Berend, 2020b, 2021).

A Pasini és mtsai (2021) altal megalkotott XL-WSD adatbézis az angolon
kiviil 17 tovabbi nyelven tartalmaz jelentésegyértelmisitésen atesett diverz sz6-
vegeket, amelyek kisérleteink alapjaul is szolgaltak.

3. Modszertan

Vizsgélataink soran a transzformer modellekbél kinyerhets, modositatlan kon-
textuélis reprezentaciokat hasznald 1-legkozelebbi szomszédsagon alapuldé mod-
szert (Loureiro és Jorge, 2019), valamint a ritkitason atesett kontextuéalis repre-
zentaciok (Berend, 2020a) hasznalatat hasonlitjuk Gssze kiilonféle esetekben.

3.1. Kontextualis modellek ritkitasa

A kontextualis reprezentaciok ritkitasa soran a Berend (2020a) altal leirtak sze-
rint jartunk el, azaz egy transzformer modell valamely rétegébdl j6vE d dimenzids
rejtett reprezentaciokat egy Y € RI*™ matrixban dsszegytijtve, a

. 1
min ||V — Dalfz + Aalh (1)
DeC,aeREX™ 2

4
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feladatot oldottuk meg, ahol C a legfeljebb 1 normaju oszlopvektorok alkotta
d x k méreti matrixok konvex halmazat jeloli, A a csupa nemnegativ értékbdl al-
16 « egylitthatoméatrix ritkasagat befolyasolo regularizacios egyiitthato, k pedig
a matrixdekompozicié soran alkalmazott atomok szaméra vonatkoz6 hiperpara-
méter.

A ritka kontextualis reprezentaciokat a Berend (2020a) altal javasolt modon
hasznéltuk 5, azaz minden lehetséges s; jelentéshez tarsitottunk egy ¢,, € R¥
vektort, amely vektor a D szétarmatrixban taldlhato k jelentéskomponens és a
jelentésegyértelmiisitett tanitokorpuszban s; jelentéstiként megjelolt szavak ko-
z6ttl kapcesolat erdsségét fejezi ki a pontonkénti kélesonds informacio (PMI) se-
gitségével. A tesztelés sordn egy o; € R¥ ritkitdson atesett kontextudlis repre-
zentacioval rendelkezd sz6 kapcesan a modelliink azt az s* jelentést valasztja ki az
adott szohoz, amelyre s* = Igleag sTaj, ahol S az adott sz6 lehetséges jelentéseinek

halmazat jeloli.

3.2. Nyelvspecifikus transzformerek kozotti leképezés

Kisérleteink soran zero-shot tanulast alkalmaztunk, azaz tgy értékeltiik ki a
modelljeink jelentésegyértelmisitésben nyudjtott teljesitményét, hogy a létreho-
zasuk soran egyaltalan nem tamaszkodtunk magyar nyelvid jelentésegyértelmi-
sitett szovegekre. Ez komoly elényt jelent, hiszen a kellen nagy és j6 mindségi
tanitéadatbazis 1étrehozasa nagyon koltséges lenne. Nem véletlen, hogy az al-
talunk hasznalt XIL-WSD adatbézisban is csupén a validacids- és teszthalmaz
mondatai tekintenddk valodi etalonként, a tanitohalmaz mondatait gépi forditas
segitségével hoztak létre a szerzdk. Pasini és mtsai (2021) megmutattak, hogy
a zero-shot modon, azaz csupan az angol jelentésegyértelmisitett tanitokorpusz
alapjan, illetve az egyidejtileg tobb eltérd nyelv tamogatéaséara képes transzformer
modellre (pl. mBERT, XLM-RoBERTa) tamaszkod6 modelljeik jobb eredmény
elérésére voltak képesek, mint a nyelvspecifikus — am a gépi forditasbol adoddan
joval zajosabb — adatokon tanitott alternativ modelljeik.

Az altalunk vizsgalt zero-shot modellek tilmutatnak a kordbbiakban létreho-
zottaktol, ugyanis a nyelvek kozotti tudastranszfert nem tobbnyelvii enkéderek
segitségével kivanjuk kezelni, hanem a nyelvspecifikus modellek kiilonb6zé réte-
gei mentén kialakulo rejtett reprezentaciok kozotti linearis transzforméacio alkal-
mazéasaval. A javasolt modszer elénye, hogy ezéltal lehetGségiink van kiaknazni
a forras-,valamint a célnyelv feldolgozasara specifikusan létrehozott transzfor-
mer modellek elényeit, igy elkeriilhetévé valik a tobbnyelvi modellekre jellemzs
an. tébbnyelviségi dtok (Conneau és mtsai, 2020).

Amennyiben a tesztelés soran egy célnyelvi mondat valamely szavahoz tarsuléd
kontextualis reprezentéacio x, a célnyelvbdl a forrasnyelvbe vivé transzformacio
pedig W altal adott, agy a forrasnyelvi szo ritka reprezentaciojat a

1
min §HWw—DOéH%+>\||a||17 (2)

aeRY,

szerint hoztuk létre. Erdemes észrevenni, hogy (1)-el szemben, (2) esetén az op-
timalizalds mar csupan a-ban torténik, ami lehet6vé teszi a ritka reprezentaciok

5
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hatékony meghatarozasat. Kisérleteinkben az RCSLS algoritmust (Joulin és mt-
sai, 2018) hasznaltuk a W leképezés meghatarozasara, amelynek célfiiggvénye a
kovetkezsk szerint alakul

. T i - T X _ TM} .
n{}{l/n E (— 23}Z W Tyl + % E Z; W Tyj + k E l‘j Tyl)a
i=1 y; EN (Wzx;) Wz eN (y;)

ahol az (x;,y;) kontextualis reprezentaciok olyan parosait jelolik, amelyeket a
célnyelvre, illetve a forrasnyelvre szabott nyelvi modellbdl nyertiink ki egy-egy
azonos mindségben eléfordul forditasi szopar vonatkozasaban, N pedig a tanitas
soran folhasznalt vektorok koziil tér vissza az argumentumaban szerepls vektor
legkozelebbi szomszédjaival.

4. Kisérletek

Azon kisérleteink soran, amelyben (trividlis eszk6zokkel) tobbnyelvi kérnyezet-
ben elStanitott nyelvi modellek segitségével teremtettiik meg a forras-,és a cél-
nyelv kozotti kapesolatot, a 24-rétegbdl allo, t&bb mint 100 eltérd nyelv feldol-
gozaséat tdmogatdé XLM-RoBERTa (Conneau és mtsai, 2020) modellre (a tovab-
biakban réviden XLM-R) tamaszkodtunk. Azon esetekben, amikor a nyelvek
kozotti kapcesolatot utdlagosan, egy leképezés tanulaséval hoztuk létre, olyankor
a 24 rétegbdl 4116 bert-large-cased modellt hasznaltuk az angol tanitészovegek
rejtett reprezentacidinak meghatarozasara, mig a teszteléskor a 12 réteg alkotta
huBERT modellt vettiik igénybe. Az emlitett modelleket a transformers (Wolf
és mtsai, 2019) konyvtart hasznalva értik el.

Mivel a transzformer architektirédn alapuld, nagy elGtanitott nyelvi model-
lek eltérs rétegei méas tipusu feladatok elvégzésére specializalodhatnak (Tenney
és mtsai, 2019; Reif és mtsai, 2019) — és mivel a szemantikus viszonyok jellemz&en
a halo kései rétegeiben manifesztalodnak — a kisérleteink soréan az enkoderek utol-
s6 négy rétegébdl (illetve a forras- és célnyelv kezelésére dedikaltan létrehozott
nyelvspecifikus enkodereket hasznalo kisérleteink soran ezek kombinacioibol) jo-
v§ reprezentaciok alkalmazasat vizsgaltuk.

A ritkitéassal 1étrehozott kontextudlis reprezentaciok megalkotésa soran a 3. fe-
jezetben leirtak szerint jartunk el. Hiperparamétereinket (Berend, 2020a) nyo-
méan k = 3000, valamint A = 0, 05 értékekben hataroztuk meg. A Berend (2020a)
altal alkalmazott modszertantol azon az egy ponton tértiink el, hogy mi nem al-
kalmaztuk a jelentésprototipusok reprezenticidinak létrehozasa soran azt a nor-
malizalé lépést (Bouma, 2009), amely elGzetes vizsgalataink szerint a jelen felal-
lasban minimé&lisan rontotta volna az eredményeket.

4.1. A huBERT és BERT kozotti leképezés tanulasa

Az RCSLS modszer alkalmazasa soréan az azonos kontextusban allo, megegyezs
jelentéssel bir6 szoparokat a nyelvtanulokat segité Tatoeba platform alapjan 1ét-
rehozott korpuszbél (Tiedemann, 2012) nyertiik ki a datasets (Lhoest és mtsai,
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2021) konyvtar segitségével. Az egyes forditott mondatparokbol szarmazo azon
(s,t) szoparok kontextuélis reprezentécidira tekintettiink a megfeleltetés tanu-
lasa soran alkalmas horgonypontként, amelyekre teljesiilt, hogy a forrasnyelvi
mondatbél jovs s sz6 lehetséges forditasai kozott megtalalhato volt a célnyelvi
mondatban szerepld t sz0, és ugyanez t iranyabol nézve is igaz (vagyis s a t sz6
egy lehetséges forditasa). Annak ellendrzésére, hogy egy adott sz6 egy masik sz6
forditasa-e, a word2word erdforrast (Choe és mtsai, 2020) hivtuk segitségiil. A
leirtak alapjan egyebek mellett az aldbbi mondatparbdél az alahiizéssal és azonos
szinnel megjelolt szopéarokat nyertiik ki:
{’hu:’ ’A csigdk lassan mdsznak.’, ‘en’: ’ Snails move slowly. }

A nyelek kozotti kapcesolatot megteremts W matrixot hiszezer azonos kontex-
tusban szerepld forditési par, a forras- és célnyelv utolso négy rétegének valame-
lyikébdl szarmazé kontextualis reprezentaciojanak megfeleltetése mentén hoztuk
létre.

7

4.2. A kiértékels adatbazis

A kiértékelésiink soran hasznalt XL-WSD adatbéazis magyarra vonatkozo teszt-
halmazan 3484 kiilonboz6 lemma (4138 kiilonb6zs ragozott alakjanak) dsszesen
4428 elsfordulasanak jelentésegyértelmisitését kell elvégezni a BabelNet (Navigli
és Ponzetto, 2012) jelentéskészletével 6sszhangban. A validacios halmazban 1021
egyedi lemma (1084 ragozott formajanak) 1107 cimkézett eléfordulasa talalhato.
A kiértékelés soran alkalmazott minGségi mutaté gyanant a jelentésegyértelm-
sités esetén megszokott F-mértéket hasznaltuk. A benchmark adatbazisra vo-
natkozo bovebb statisztikak az adatbazist bemutato cikkben talalhatok (Pasini
és mtsai, 2021).

4.3. Eredmények

Az 1. tablazatban az lathato, hogy miként alakultak a t6bbnyelvii XLM-R enkod-
er hasznalata mellett kapott eredményeink a kontextualis reprezentaciok médo-
sitatlanul hagyasa, valamint a korabbiakban leirtak szerint végrehajtott ritkitasa
esetén az eltérs rejtett rétegek alkalmazasa mellett. Amint az lathato, mind a
reprezentaciok ritkitdsa, mind pedig az érintetleniil hagyasa esetén a 21. réteg
szolgaltatta a leghasznosabb informaciot, tovabba a ritkitas altal hozott javulas
meértéke jellemzGen +5 pont koriil mozgott (az utolso, 24. réteg esetét leszamitva,
ahol a véltozas mértéke csupan +0,5 volt).

A 2. tablazatban annak a megkozelitésnek az eredményeit k6zoljiik, amelyeket
az altalunk javasolt, az egynyelvii modellek rejtett rétegei kozotti transzformacio
alkalmazéasanak hasznalataval értiink el. A vizsgalatainkat — a korabban emlitett
modon — a forrasnyelvi, valamint a célnyelvi modellek utols6 négy rétegei kozotti
kapcsolat megteremése mellett végeztiik el, azaz a BERT és a huBERT model-
lekbdl a kisérleteink soran folhasznalt rétegek a {21,22,23,24} x {9,10, 11,12}
Descartes-szorzatbol keriiltek ki. A 16 kombinacio koziil a 2. tablazat azokat az
eseteket tartalmazza, amelyek a legjobb teljesitményt voltak képesek nyudjtani a

7
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Réteg Modositatlan Ritkitas utan

21 65.42 70.01
22 64.32 69.17
23 63.69 68.13
24 62.78 63.28

1. tablazat. A tobbnyelvii XLM-R enkoder (és abbol szarmaztatott ritka jelentésrep-
rezentaciok) hasznalata mellett a halo eltérs rejtett rétegeibdl kinyert kontextualizalt
reprezentaciokkal kapott eredmények.

kiértékels adatbazis validaciora szant részhalmazan. Ez a modositatlan vektorok
hasznalata esetén a 22. és 12., mig a ritkitdson atesett vektorok esetén a 23. és
12. rétegek hasznélatat jelentette a forrasnyelv feldolgozasara szolgélé BERT,
valamint a tesztelés soran latott magyar nyelvii szévegek feldolgozasat végzs hu-
BERT vonatkozasaban. A 2. tablazat eredményeinek az 1. tablazatban foglaltak-
kal val6 Gsszehasonlitasabol egyértelmtien kittinik, hogy a tobbnyelvli modellek
egynyelvii modellekre térténd lecserélésével komoly javulasokat tudtunk elérni.
Erdemes tovabba megjegyezni, hogy a Pasini és mtsai (2021) altal a magyar
részkorpuszon elért eredményei 47.29 és 68.36 F-mérték kozott mozognak, amely
hatékonysédgot a javasolt eljarasunkkal sikeriilt jelentGsen meghaladni.

Modositatlan Ritkitas utan
Validaciés halmaz Teszt halmaz Validaciés halmaz Teszt halmaz
73.44 72.76 74.80 75.09

2. tablazat. A leképezés tanulasa mellett a validaciés halmaz alapjan kivalasztott
legjobban teljesité rendszerek eredménye.

4.4. Szo6toredékek kezelése

A transzformer alapt modellek jellegzetessége, hogy az inputszekvenciakat a fel-
dolgozasukat megel6zends szotoredékek (szubtokenek) sorozatara bontjak fol.
Ebbdsl adéddan ahhoz, hogy a szészint rejtett reprezentaciok megalkotésara keé-
pessé valjunk, sziikségiink van valamilyen aggregald (pooling) eljarasra, ami az
adott esetben tobb szétoredékre bontott szavak rejtett reprezentacioibdl kiala-
kitja a sz6 egészéhez tarsitandod vektoros kontextuéalis reprezentaciot. Az eddigi-
ekben bemutatott kisérleteink sorédn azt a gyakran hasznélt médszert alkalmaz-
tuk, amelyik a szoszintl kontextualis vektorokat az azokat alkoto szotoredékek
kontextualis vektorainak atlagolasédval hozza létre.

Acs és mtsai (2021) azt vizsgaltak, hogy a kiilonféle transzformer alapt el6ta-
nitott nyelvi modellek magyar szévegeken elvégzett morfoszintaktikai osztalyo-
zasdnak hatékonysaga mennyiben fiigg a tokenszintd kontextualis reprezentaciok

8
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1. 4bra: A modositatlan kontextualis reprezentaciok hasznalata mellett a kiilon-
boz6 forras-, és célnyelvi enkdderrétegbdl jovs rejtett reprezentaciokra tamasz-
kodé megoldasok eredményei eltéré pooling stratégidk alkalmazasa esetén.
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2. abra: A ritkitason atesett kontextuélis reprezentaciok hasznélata mellett a
kiilonbo6zd forras-, és célnyelvi enkoderréteghdl jovo rejtett reprezentaciokra téa-
maszkod6 megoldasok eredményei eltéré pooling stratégiak alkalmazasa esetén.

létrehozasa soran alkalmazott kiillonb6z6 alternativ aggregalo eljarasok megva-
lasztasatol. Tovabbi kisérleteink sordn a célnyelviink vonatkozasdban mi is az
Acs és mtsai altal vizsgalt lehetGségek Gsszehasonlitasat végeztitk el, amelyek a
kovetkezsk voltak:

— elsd: tokenen beliili els6 szubtoken rejtett vektoranak hasznélata,
— wutolsd: tokenen beliili utolsé szubtoken rejtett vektoranak hasznalata,
— dtlag: tokenen beliili szubtokenekhez tartozo rejtett vektorok atlagolasa.

Az 1. abra, valamint a 2. abra a kiilonféle stratégiak megvalasztasa esetén
elért eredményeinket foglaljak 6ssze a BERT és a huBERT modell utolsé négy
rétegeibdl kinyert modositatlan, valamint a ritkitason atesett kontextualis vekto-
rok (és a kozottik tanult leképezés) hasznalata esetén. Mindkét abrabol kitiinik,
hogy a forrasnyelvi BERT modell tekintetében az utolsé rétegre tamaszkodo
probalkozasok szerepeltek a legrosszabbul.

Ennek hatterében két magyarazat is allhat: az egyik, hogy a BERT utolsé
rétegébdl szarmazo reprezentaciok mér a forrasnyelv esetében is kevésbé alkal-
masak a jelentésegyértelmiisitési feladat elvégzésére, a masik pedig, hogy ezek a

9
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3. abra: A forras-és célnyelvspecifikus enkoderek kiilonb6z6 rétegkombinacioi ese-
tén kapott eredmények Osszehasonlitésa eltéré pooling stratégiak alkalmazéasa
esetén.

vektorok a forrasnyelv esetében még a tobbi vizsgalt réteg hasznalataval Ossze-
mérhets eredmény elérésére képesek ugyan, a nyelvkozi transzfer mingsége azon-
ban lerontja ezen modelleknek a zero-shot helyzetben valé alkalmazasanak ered-
ményességét. A 3. tablazatban k6zolt eredmények az els§ magyarazatot valoszi-
niisitik, az legalabbis mindenképp igaz, hogy a kiilonb6z8 modszerek éltal az
egyes rétegek mentén az angol nyelvi tesztadatokon elért F1l-mértékben kife-
jezett eredmények a BERT utols6é rétegének hasznalata esetén mutatkoztak a
legalacsonyabbaknak abban a helyzetben is, amikor a nyelvkozi transzfer elvég-
zésére nem volt sziikség, hiszen mind a tanitéadatok mind pedig a tesztelésre
szant adatok angolul alltak rendelkezésre.

Réteg Modositatlan Ritkitas utan

21 74.39 77.45
22 74.87 77.60
23 74.45 77.86
24 73.58 76.21

3. tablazat. A BERT egyes rétegeibdl jovs kontextualis vektorok folhasznalasaval elért
jelentésegyértelmusitési eredmények angol nyelv esetén.

Az 1. abra, illetve a 2. abra Osszevetésébdl az is kittinik, hogy a kontextualis
vektorok ritkitasa a tobbnyelvii modellek hasznélatanél latottakhoz hasonléan
az eredmények nagymértéki javulasat eredményezte a minden egyéb tekintetben
azonosan létrehozott és kiértékelt, de ritkitason at nem esett vektorok haszna-
latahoz képest. Megfigyelhets tovabba, hogy mig a legjobb eredményt az utolsd
szubtokenre tdmaszkodo aggregald eljarassal értiik el, Osszességében nem jelent-
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hetd ki, hogy a kontextudlis szoreprezentaciok elGallitasa soran az utolsd szo-
toredékvektor hasznalata egyértelmiien célravezetébb lenne az egyes szavakhoz
tartozo szoétoredékvektorok atlagolasanal.

Mindezt a 3. a4bra is alatamasztja, ahol egy-egy pont azt reprezentalja, hogy
miként viszonyult azon rendszereknek az egymashoz valé eredménye, amelyek
minden hiperparaméter vonatkozasaban ugyanugy lettek létrehozva a szdvek-
torok aggregalasa soran alkalmazott stratégiat leszamitva. Paros t-proba alkal-
mazasaval ugy talaltuk, hogy az atlagolassal nyert kontextuélis szévektorok al-
kalmazasa mellett kapott eredmények atlaga szignifikinsan magasabb az utolso
szotoredékbdl szarmazéd kontextudlis szovektorokkal kapott eredményekhez ké-
pest mind a modositatlan vektorok (p < 0.001), mind pedig a ritkitason atesett
vektorok hasznélata esetén (p < 0.003). A kiilonboz6 vektoraggregalasi stratégi-
ak mentén kapott eredmények eloszlasat a 4. abran is megfigyelhetjiik.

75
74

X

L7 pooling

‘O

£ 72 ' E elss

[ utolso

n BN stlag
70
69

Modositatlan Ritkitott

4. abra: A kiilonb6z6 tokenaggregalasi stratégiak alkalmazasanak hatéasai a mo-
dositatlan, valamint a ritkitott esetben.

5. Konklazio

Cikkiinkben azt vizsgaltuk, hogy a specializaltan egy adott nyelv feldolgozasara
létrehozott neuralis nyelvmodellek hasznalata milyen elényodkkel jar a soknyel-
vii nyelvi modellek alkalmazasahoz képest olyan esetekben, amikor tanitéadatok
nem allnak rendelkezésiinkre a feldolgozni kivant forrasnyelven. Mindehhez egy
olyan linearis transzforméacio létrehozéasara tettiink javaslatot, ami az egyméstol
fiiggetleniil tanitott egynyelvi nyelvi modellek reprezentacioi kozotti kapcesolat
megteremtését szolgalja. Az elzéeken tul bemutattuk azt is, hogy a kontextua-
lis jelentésreprezentaciok szotartanulason alapulo, feliigyelet nélkiili modszerrel
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torténd ritkitédsaval jelent&sen javithatok a zero-shot médon elvégzett jelentés-
egyértelmisitési eredmények. Mindezeken feliil megvizsgaltuk a kiillonb6z6 szub-
tokenaggregalo stratégiakat is, és arra jutottunk, hogy az altalunk vizsgalt felada-
ton, illetve nyelvkozi transzfer alkalmazasa esetén a szavakat alkotd szovektorok
atlagolasa teljesitett a legjobban. A kisérleteink soran hasznalt forraskodok az
https://github.com/begab /sparsity makes sense URL-r6l érhetck el.
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A dolgozatban szereplé kutatéasi eredmények létrejottét az Innovacios és Tech-
nologiai Minisztérium és a Nemzeti Kutatasi, Fejlesztési és Innovacios Hivatal
tamogatta a Mesterséges Intelligencia Nemzeti Laboratorium keretében.
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BARTerezziink!
Messze, messze, messze a vilagtol,
BART kisérleti modellek magyar nyelvre
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Kivonat A BART autoregressziv tipusi modell, amely elsGsorban sz6-
veggeneralasi feladatokra alkalmas. A kutatasomban kiilonb6z6 BART
modelleket tanitottam magyar nyelvre és azokat finomhangoltam kiilon-
b6z6 szoveggeneralasi feladatokra. A kisérleteimben BART base és large
modelleket tanitottam magyar és angol-magyar nyelvekre. Az elGtanitott
BART modelleket szovegosztalyozas, absztraktiv szdvegosszefoglald ge-
neralas, gépi fordités és versgenerélas feladatokra finomhangoltam. Az
eredmények alapjan a BART kevésbé teljesit jol szovegosztalyozas fel-
adatara, de absztraktiv szovegosszegzés feladatdban ,state of the art”
eredményeket értem el. Erdekességként a kutatdsom végén egy Petdfi
versgeneratort mutatok be.

Kulcsszavak: BART, absztraktiv 6sszefoglalé generélas, szentiment ana-
lizis, szovegosztalyozas, gépi fordités, szdveggeneralas, versgeneralas

1. Bevezetés

Kutatasomban kiilénbéz6 BART modellekkel kisérleteztem. A BERT alapt mo-
dellek, dekoder hianyaban, kevésbé alkalmasak széveggeneralés feladataihoz, mint
példaul a szévegosszefoglalo generalas vagy gépi forditas. A BART egy enkoder-
dekdder architektiaraji modell, ezért alkalmas széveggeneralasra. A kutatdsom-
ban kiilénb6z6 BART modelleket tanitottam be magyar és angol-magyar nyel-
vekre. Kisérleteztem base és large modellekkel egyarant, majd az eltanitott mo-
delleket kiilonb6zé nyelvtechnologiai feladatokra finomhangoltam. Kutatasom
soran kisérleteket végeztem a szbvegosztalyozas teriiletén, tovabba létrehoztam
kiilonbo6zd absztraktiv 6sszefoglald generald modelleket, gépi fordité modelleket
és egy versgeneratort. A cimben szerepls ,Messze, messze, messze a vilagtol,”
sort a versgenerator generélta a ,BARTelezziink!” folytatasaként.
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Modelljeim és szkriptjeim megtalalhatéak a Github! és Hugging Face? olda-
lakon.

2. Kapcsol6dé irodalom

Jelen nyelvtechnologiai feladatok megoldasahoz az egyik alapveté megkozelités a
nyelvi modellek elGtanitasa, majd azok tovabb finomhangolasa az adott specifi-
kus feladatra. A konkrét természetes nyelvi feldolgozassal kapcsolatos feladatok
megoldasara a kiilonb6zé architekturaju nyelvi modellek teljesitménye kiilon-
b6z8. Az utdbbi években a nyelvtechnologia teriiletén a transzformer (Vaswani
és mtsai, 2017) architekturaja modellek dominalnak. A BERT (Devlin és mtsai,
2019; Conneau és mtsai, 2020) tipusi modellek bemutattak a maszkolt nyelvi
modellezést, amelyek rendkiviil magas pontossidgot értek el a kiilonbo6z6 token
és mondatszintl osztalyozasos feladatokban. Azonban ezek a modellek kevés-
bé alkalmasak szdveggeneralasra, mint példaul a szovegosszefoglalasra. Magyar
nyelvre két BERT modell érhets el, a huBERT (Nemeskey David Mark, 2021)
és a HILBERT (Feldmann és mtsai, 2021).

A szoveggeneralas feladatara fejlesztették ki az autoregressziv tipust mo-
delleket, mint példaul a GPT (Radford és Narasimhan, 2018), amelyek ,balrol
jobbra” (left-to-right) modellek, azaz csak a szoveg bal oldalat latjak a tanitas
soran, igy rendkiviil er6sek abban, hogy kitalaljak a még hidnyzo6 részeket, a
szoveg folytatasat.

Az ELMo (Peters és mtsai, 2018) egy bal és egy jobb oldali reprezentaciot
konkatenal Gssze, azonban a benniik 1évé jegyeket a tanitas sordn nem hangolja
Ossze, igy kevesebb Osszefiiggést tudnak megtanulni.

A MASS (Song és mtsai, 2019) modell rendkiviil hasonlit a BART modell-
hez. A bemeneti sz6veghdl folytonosan kimaszkolnak tokeneket, majd ehhez a
szoveghez a kimeneten hozzarendelik a hidnyzo6 tokeneket. Ez a médszer azonban
diszkriminativ feladatokra kevésbé hatékony.

Absztraktiv 6sszefoglalas teriiletén a BART egyik legnagyobb ellenfele, a PE-
GASUS (Zhang és mtsai, 2020), amely az el6tanitas soran a fontosnak vélt egész
mondatokat lemaszkolja a bementi dokumentumban.

Gépi forditas teriiletén a M2M100 (Fan és mtsai, 2020) modell egyetlen mo-
dellel képes 100 nyelvrél 100 nyelvre forditani. Tanitasakor csak olyan parhuza-
mos korpuszokat hasznaltak, ahol az angol a forras vagy a célnyelv.

A Google a transzfer tanulas teriiletén végzett kisérletet a T5 (Raffel és mtsai,
2020) modellel, amely egy nagy korpuszon tanitott sztenderd enkoder-dekoder
architekturaju transzformer modell. A kiilonbség mas modellek finomhangola-
satol, hogy a T5 sokféle specifikus feladatot egy modellel tanit be, méghozza
szovegbdl szoveg (text-to-text) feladatként, legyen az gépi forditas, vagy oszta-
lyozas.

! https://github.com/nytud/neural-models
2 https://huggingface.co/NYTK
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3. BART modell

A BART modell egy enkoder-dekoder architektiran alapuld transformer modell,
amelyet a Facebook fejlesztett®. Az enkoder kétiranyt (Bidirectional), a dekoder
autoregressziv (Autoregressive). A BART gyakorlatilag 6tvoz egy BERT és egy
GPT tipust modellt. A BART enkdder tanitasa abban kiilonobzik a BERT-t6],
hogy amig a BERT veszteségfiiggvényét arra optimalizaltdk, hogy megtanulja a
kimaszkolt tokenek visszaallitasat és azt, hogy két mondat egymast kovetSek-
e, addig a BART csak olyan feladatokat tanult, amelyek ,zajtalanitanak”. A
BART enkoder az alabbi feladatok alapjan optimalizalja a veszteségfiiggvényt:
token maszkolds (Véletlenszertien kimaszkolt tokenek visszaallitasa), textittoken
torlés (Véletlenszertien kitorolt tokenek helyének meghatarozasa), Szoveg kitoltés
(A SpanBERT (Joshi és mtsai, 2020) modszerén alapszik, azonban itt Poisson
eloszlas alapjan szamoljak ki a hosszakat, majd a hossz alapjan keriilnek ki-
maszkolasra szovegrészletek. FEzzel azt tanulja meg a modell, hogy hany tokent
maszkoltak ki. Az eredeti BERT-el ellentétben, nem 6nallé széelemeket maszkol
ki, hanem egész szavakbol 4ll6 folytonos szovegrészeket. Ezzel azt érik el, hogy a
modell a szovegkornyezet alapjan nagyobb 6sszefiiggd szovegrészeket tud megta-
nulni.), mondat permutdcié (Pont irasjel alapjan mondatokra bontja a szoveget,
majd véletlenszertien megkeveri. A modell ezzel megtanulja, hogy milyen sor-
rendben voltak eredetileg a mondatok) és dokumentum rotdcid (Véletlenszertien
kivalasztanak egy tokent, majd tugy forgatjak a szoveget, hogy ez a kivalasztott
token legyen az elsd token. A modell ezzel azt tanulja meg, hogy melyik tokenek
lehetnek dokumentumkezdsk.). A BART az el6tanitas soran egy dokumentumot
ellat zajokkal, majd ateresztve az enkéder-dekodder architekturan, a dekoéder ki-
menetére és az eredeti dokumentumra szamolja ki a veszteséget. A BART egy
nyelvi modellnek felel meg.

4. ElStanitas

A Facebook nem tette kozzé az elGtanitas szkriptjét, de a Hugging Face konyv-
tarai* tartalmaznak el6tanitasi kodokat. A BART el6tanitasahoz a BartForCau-
salLM fliggvényt hasznaltam. A BartForCausalLM a BART modell dekoder 6n-
allo része, melynek a tetején egy nyelvmodell réteg (gyakorlatilag egy softmax,
ami segit a kovetkezd token kivalasztasaban) talalhato. Ez alkalmas a kovetkezo
sz6 prediktélasara (causal language modeling). A modell tovabb finomhangolha-
t6. A kutatasom sorén 6t kiillonb6z6 BART modellt tanitottam eld:

— BART-base-512: Egynyelvii magyar BART base modell, 512 bemeneti
hosszal.

— BART-base-1024: Egynyelvii magyar BART base modell, 1024 bemeneti
hosszal.

3 https://github.com/pytorch/fairseq/tree/master/examples/bart
4 https://huggingface.co/transformers/model_doc/bart.html
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— BART-large: Egynyelvii magyar BART large modell. Eréforras hidnyaban,
csak részleges kiértékelés tortént ezzel a modellel.

— BART-base-enhu: Angol-magyar kétnyelvii BART base modell.

— BART-large-enhu: Angol-magyar kétnyelvii BART large modell. Eréforras
hidnyaban, csak részleges kiértékelés tortént ezzel a modellel.

4.1. Felhasznalt korpuszok

Az egynyelvii BART modellek tanitasdhoz a Webcorpus 2.0-t (Nemeskey, 2020)
hasznaltam. Az eredeti BART kutatés (Lewis és mtsai, 2020) alapjan a korpusz-
bol bekezdéseket nyertem ki, amelyek legalabb egy darab pont irasjellel rendel-
keztek.

Az angol-magyar kétnyelvii BART modell tanitasidhoz az angol WikiText-
103 (Merity és mtsai, 2017) és a Webcorpus 2.0 magyar Wikipédia részét hasz-
naltam. Hasonléan az egynyelvli korpuszhoz, azokat a bekezdéseket hagytam
meg, amelyek legalabb egy darab pont irasjellel rendelkeztek.

Mind a harom korpusz alapbol tokenizalva volt. Az igy létrejott korpuszok
tulajdonsagai az 1. tablazatban lathatoak.

bekezdés bekezdés
szegmens token type|mondatszam [tokenek szdma

(medién) (medién)
Webcopus 2.0 100.255.504(9.095.424.717|57.562.212 3 60
Angol WikiText-103 707.391] 96.534.563| 596.820 5 125
Magyar Wikipédia 1.098.156 90.349.849| 3.137.980 4 69

1. tablazat. El6tanitashoz hasznalt korpuszok jellemzéi.

4.2. Modellek tulajdonsagai és tanitasa

A 2. tablazatban lathatoak a f6bb kiilonbségek a tanitott modellek hiperparamé-
terei kozott. F6bb kiilonbségek az enkoderek és dekodderek rétegeinek szamaban
(Rétegek #), rejtett rétegeinek méretében (Rejtett), a figyelmi fejeinek szamé-
ban (Fejek #), az elérecsatolt koztes rétegeinek méretében (FFN dim), valamint
a bemeneti széveg hosszaban (Bemenet) és a szo6tar méretében (Szotar) mu-
tatkoznak meg. A szotarak esetében a BART-base-enhu és a BART-large-enhu
angol-magyar kétnyelvl szotarral, a tobbi modell magyar egynyelvd szotérral
rendelkeznek.

A 3. tablazatban lathatoak a tanitds szempontjabol fontosabb tulajdonsa-
gok. A tanulasi rata mindegyik modell esetén 2e-8 volt. Az egyik kiemelendd
informéci6é a mentési pont. A modellek tanitasai soran egyszer sem konvergalt a
modell, de ez még nem jelenti azt, hogy nem tanult meg semmit. Ezért kiilonbo-
z6 mentési pontoknéal kivettem egy-egy modellt és finomhangolassal (osztélyozas
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Réteg #|Rejtett|Fejek #|FFN dim|Bemenet|Szotar
BART-base-512 6 768 12 3072 512{30.000
BART-base-1024 6 768 12 3072 1024(30.000
BART-large 12| 1024 16 4096 1024/30.000
BART-base-enhu 6 768 12 3072 512(40.000
BART-large-enhu 12| 1024 16 4096 1024(40.000

2. tablazat. Modellek tulajdonsagai.

és szovegkivonatolas) teszteltem, hogy a modelljeim finomhangolhatoak-e. A 3.
tablazatban lathatéak azok a mentési pontok, valamint a hozzajuk tartozé vesz-
teségi értékek (Loss), amelyek végiil kivalasztasra keriiltek, és alapot képeznek a
jelen kutatas tovabbi részeihez. A mentési pontok variabilitdsa azzal magyaraz-
hato, hogy kiilonbozéek a batch méretek, a hardver hatterek és az a tény, hogy
nem mindig volt elegendd eréforras a tovibbtanitasra.

. Batch|Mentési pont
Gép (4 db) (per GPU) (Iépés) Loss
BART-base-512 Tesla V100S - 32GB 50 150.000| 1,14
BART-base-1024 Tesla V100S - 32GB 8 290.000| 2,29
BART-large Tesla V100S - 32GB 8 220.000( 2,22
BART-base-enhu |GeForce GTX 1080 - 12GB 12 170.000| 1,44
BART-large-enhu Tesla V100S - 32GB 7 500.000( 2,75

3. tablazat. ElGtanitas tulajdonsagai.

5. Finomhangolas

Az elstanitott modelleket 4 kiilonbozé feladatra finomhangoltam: Mondatszinti
szentiment analizis szovegosztalyozas (SZENT), Absztraktiv Gsszefoglalas, szo-
vegkivonatolas (SZUM), Gépi forditas (GF) és Szoveggeneralas: Petsfi versgene-
ralas (VERS).

5.1. Felhasznalt korpuszok

A finomhangolashoz a kiilonb6z6 feladatokra az alabbi korpuszokat hasznaltam
fel, melynek tulajdonsagai A 4. tablazatban lathatoak:

— HI: HVG korpusz + index.hu korpusz, amelybdél a HVG korpusz online cik-
keket tartalmaz 2012-2020 id&szakbol, az index.hu korpusz online cikkeket
tartalmaz 1999-2020 kozotti idGszakbol.

— NOL: Népszabadsag online korpusz; a nol.hu online cikkeit tartalmazza a
1999-2016 kozotti idGszakbol.
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— MARCELL (Varadi és mtsai, 2020): Jogi szovegek (dok) és a hozzajuk
tartozo egy soros leirdsok 1991-2019 kozotti idGszakbol.

— MTS: Magyar Twitter Szentiment Korpusz®, a Precognox Kft.5 jévoltabol.
A korpusz 5 osztalyos (MTS5), ahol 1 a legnegativabb és 5 a legpozitivabb.
Készitettem bel6le egy 3 osztélyos valtozatot (MTS3), ahol a 1-es és 2-es érté-
keket negativként jeloltem, a 3-as értéket semlegesnek, valamint a 4-es és 5-0s
értékeket pozitivként. Veégiil készitettem egy binéris valtozatot is (MTS2),
ahol a 3-as értékd szegmenseket kihagytam, mert nem lehet elddnteni réluk
egyértelmiien, hogy pozitiv vagy negativ.

— SST: Stanford Sentiment Treebank (Socher és mtsai, 2013), angol nyelvd
szentiment analizis korpusz. Két valtozata van, a binaris osztalya SST-2 és
az 1-5 likert skalaju SST-5.

— OPUS: OPUS (Tiedemann, 2012) korpuszbdl vett angol-magyar parhu-
zamos alkorpuszok gépi forditashoz. Felhasznalt alkorpuszok: ParaCrawl,
OpenSubtitles, Tatoeba, DGT, WikiMatrix, EUbookshop, PHP manual,
TED2020, KDEdoc, KDE4.

— PETOFI: Petdfi Sandor 6sszes kolteményei mii letoltve a Magyar Elektro-
nikus Kényvtar oldalarol”.

Feladat| Szegmens Token # Type #|Atlag token #

147.099.485 (cikk)[2.949.173 (cikk)| 263,07 (cikk)

HI SZUM 959162 16.699.600 (lead)| 749.586 (lead)| 29,87 (lead)

153.003.164 (cikk)|2.482.398 (cikk)| 384,52 (cikk)

NOL SZUM 397.343 15.786.166 (lead)| 623.445 (lead)| 39,71 (lead)

27.834.358 (dok)| 444.352 (dok)| 1124,32 (dok)

MARCELL | SZUM 24147 277.732 (leiras)| 29.189 (lefras)| 11,59 (leiras)

MTS2 SZENT 2.737 42.797 13.713 15,62

MTS3, MTS5|SZENT 4.000 59.997 18.423 14,99

613.206.646 (en)| 2.691.220 (en)| 10,79 (en)

OPUS GF| 56.837.602 507.702.362 (hu)| 6.886.205 (hu) 8,93 (hu)

PETOFI VERS|, .. ,854 151.486 50.029 -
(koltemény)

4. tablazat. Finomhangolashoz hasznalt korpuszok tulajdonségai.

5.2. Finomhangolas kisérletek

A mondatszintii szentiment analizis sz6vegosztalyozas feladatahoz, a ma-
gyar és az angol-magyar modellek tanitdsihoz, a Magyar Twitter Szentiment
Korpuszt hasznaltam, mig az angol-magyar kisérletekhez az SST korpuszokat.

5 http://opendata.hu/dataset/hungarian-twitter-sentiment-corpus
S https://www.precognox.com
" https://mek.oszk.hu/01000/01006/
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Az angol-magyar modell esetében mindamellett, hogy betanitottam a modelljei-
met az eredeti SST korpuszokra és kiértékeltem, zeroshot kisérletet is végeztem,
vagyis magyar szovegen valo tanitas nélkiil végeztem osztélyozast az MTS teszt-
anyagon. Tovabba végeztem transzfer kisérletet (tf) is, ami az esetemben azt
jelentette, hogy az angol SST finomhangolas utan, tovabb finomhangoltam az
angol-magyar modellemet a magyar MTS korpuszon. Mindegyik tanitast ma-
ximum 128 bemeneti szoveghosszal, 2e-5 tanuldsi ratan (learning rate), 4-es
batch/GPU (4 db GeForce GTX 1080 - 12GB) méreten és 15 epoch szdmon
tanitottam. A finomhangolashoz a Huggingface Transformers githubjan talalha-
t6 példakodot® hasznaltam fel.

Az absztraktiv Osszefoglalas, sz6vegkivonatolas feladatdhoz a HI, a
NOL és a MARCELL korpuszokat hasznaltam. Osszehasonlithatosag végett, a
NOL korpuszon betanitottam egy BERT alapt (huBERT modellel) absztraktiv
modellt a PreSumm eszkozzel (Liu és Lapata, 2019), ugyanazokkal a beallitasok-
kal, mint amit Yang és mtsai (2021) a kutatasaikban hasznéaltak. A BART base
modelleket 512 / 1024 maximum bemeneti és 256 maximum kimeneti széveg-
hossz, 8-as batch/GPU (4 db GeForce GTX 1080 - 12GB) méret, 80 epoch, 2e-5
tanulési rata, 15 ezer warmup lépés és fpl6 beallitasi hiperparaméterekkel tani-
tottam. Az egyetlen magyar large modellemet sikeriilt 4 db Tesla V100S - 32GB
GPU-n finomhangolni. Azonban korlatolt eréforras miatt, csak 20 epochon.

A sima absztraktiv modellek tanitasa mellett végeztem transzfer kisérlete-
ket is, ami az esetemben azt jelentette, hogy az angol-magyar base modellemet
betanitottam az angol CNN /Daily Mail korpuszon (40 epoch), majd a betanitott
modellt tovabbtanitottam a HI és a NOL korpuszon. Eréforrds hidnyaban nem
tudtam az angol-magyar large modellemet finomhangolni. A finomhangolashoz
a Huggingface Transformers githubjan talalhat6 példakoédot® hasznaltam fel.

A gépi forditas feladatdhoz a BART-base-enhu modellemmel tanitottam
angol-magyar (enhu) és magyar-angol (huen) gépi fordité modelleket. A tani-
tashoz az OPUS korpuszban talalhaté angol-magyar alkorpuszokat hasznéltam.
Angol-magyar nyelvre egy 512 maximum bemeneti és 512 maximum kimeneti
szoveghosszii modellt és egy 128 maximum bemeneti és 128 maximum kimene-
ti széveghosszi modellt tanitottam. Eréforras és idé hidnyaban, magyar-angol
nyelvre csak 128 maximum bemeneti és 128 maximum kimeneti sz6veghossza mo-
dellt tanitottam. Az 512 szoveghosszi modellt 4-es batch/GPU (4 db GeForce
GTX 1080 - 12GB) meérettel és 1 epoch szammal, mig a 128 szoveghosszi model-
leket 26-os batch/GPU (4 db GeForce GTX 1080 - 12GB) mérettel és 2 epoch
szammal tanitottam. Tovabbi fontosabb hiperparaméterek: 15 ezer warmup lé-
pés, fpl6, be-5 tanuléasi rata. A finomhangolashoz a Huggingface Transformers
githubjan talalhaté példakodot'® hasznaltam fel.

8 https://github.com/huggingface/transformers/tree/master/examples/
pytorch/text-classification

% https://github.com/huggingface/transformers/tree/master/examples/
pytorch/summarization

10 https://github.com/huggingface/transformers/tree/master/examples/
pytorch/translation
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A szoveggeneralas feladatahoz a Pet6fi Sandor 6sszes kolteménye cimi
kotetet hasznaltam fel. A tanitdanyag létrehozasahoz kitéroltem a cimeket, kel-
tezéseket (hely és datum) és a tartalomjegyzéket. Két vers kozé beraktam egy
<s> cimkét, ami jelzi a versek végét. Majd 3-as (sor) ablakot végigesusztatva a
verseken generaltam forras- és célnyelvi szovegeket. A forrasnyelvi széveg lehe-
tett 1 sor, 2 sor (egymést kovets) és 3 sor (egyméast kovets), a kimeneti szoveg
az 1, 2 vagy 3 sornak a kiovetkezd sora. A BART modell jellege miatt, a forras-
nyelvi szévegbdl véletlenszertien kimaszkoltam 0-25% szo6t. Ily modon 99.453 sor
tanitéanyag és 3000 sor validalési anyag keletkezett. A feladatot absztraktiv ge-
neralas feladatként értelmeztem, ami egy szévegbdl-szoveg (seq2seq) generalasi
feladat. A forrasnyelvi széveg egy hasonloé méretii vagy hosszabb széveg, mint a
célnyelvi szoveg, ami a folytatasa a forrasnyelvi szovegnek. Ezért a tanitashoz az
absztraktiv generalashoz hasznalt kodot hasznaltam (ugyanazokkal a hiperpara-
méterekkel). Mivel a vers sorai nagyon rovidek, ezért maximum 128 bemeneti és
maximum 128 kimeneti széveghosszt hasznaltam. A tanitashoz a BART-base-
1024 modellt hasznaltam fel. A vers generédlasakor kézzel kell megadni az els§
sort, ez alapjan generél a modell egy sor folytatast, majd az altalunk megadott
és az altala adott folytatasra general egy ujabb sort, a igy keletkezett 3 sorra
general egy 4-dik sort. Ezutan 3-as (sor) ablakkal tovabb cstisztatva generalja a
kovetkez6 sorokat. A végs6 demoéban egy miniméalis rimkényszert is probaltam
alkalmazni. A modell 6t lehetséges folytatast general, amelyeket sorrendbe rak-
tam az alapjan, hogy mennyire rimel a kettével elGtte 1év6 sorra. A rimet harom
maganhangz6 mélységig vizsgaltam.

6. Eredmények

Az 5. tablazatban lathatoak a mondatszintd szentiment analizis osztalyozas ki-
sérlet eredményei. Egyértelmien latszik, hogy a BART modelljeim szignifikinsan
alulmaradnak a huBERT-hez képest. Ez nem meglepd, hiszen az autoregressziv
modelleknek nem erdssége az osztilyozas, de még igy is értékelheté mindség-
ben lehet betanitani osztalyozasos feladatokra. A legjobb eredményt a BART-
base-512 adta, ez annak tudhaté be, hogy ezt a modellt sikeriilt a legnagyobb
batch méret mellett tanitani. A kiértékeléshez a pontossag (accuracy) metrikat
hasznaltam. Mindegyik mérésnél 15 epochig tanitottam, azonban az eredmé-
nyek tablazatba csak a legjobb eredmények keriiltek be. Jellemzéen a 3-5 epoch
szam kozott érték el a legmagasabb pontossagot. Angol-magyar modellek esetén
az SST korpuszbdl nem készitettem 1-3 likert skalaju alkorpuszt, ezért tiresek
ezek a mezdk a zeroshot és a transzfer eredményeknél. A BART-base-enhu mo-
dell esetében az angol-magyar modellt finomhangoltam az MTS korpuszon A
zeroshot esetében az angol-magyar modellt az SST korpuszon finomhangoltam,
majd egybdl kiértékeltem az MTS korpuszon, végiil a transzfer esetében az SST
korpuszon finomhangolt modellt tovabbfinomhangoltam az MTS korpuszon. Az
eredményekbdl az latszik, hogy a tébbnyelvi modellek gyengébben teljesitenek,
mint az egynyelvii modellek, ami szintén varhatd volt, hiszen ezek csak Wiki-
pédia anyagon tanultak és egyszerre kellett angolul és magyarul is tanulniuk.
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A zeroshot eredmények meglehetGsen gyengék, a transzfer kisérletek csak egy
kicsivel tudtak javitani a modell minéségét. Erdekes megfigyelés, hogy a large
modellek nem teljesitenek jobban a base modelleknél. Tovabba az eredmények
kozé beillesztettem még az angol-magyar modelleknek az SST korpuszokon mért
teljesitményét is.

MTS2|MTS3|MTS5
huBERT 85.92| 72.18| 68.50
BART-base-512 79,25(61,40|58,75
BART-base-1024 76,66| 56,89| 57,75
BART-large-1024 76,29| 54.88| 58.75
BART-base-enhu 74,44| 60,15| 56,75
BART-base-enhu (zeroshot) | 42,96 -| 28,75
BART-base-enhu (transzfer) | 74,81 -| 57,25
BART-large-enhu 74,07 59,14| 56,00
BART-large-enhu (zeroshot) | 44,81 -| 23,50
BART-large-enhu (transzfer)| 72,59 -| 56,74

SST2 -| SST5
BART-base-enhu 79,01 -| 36,72
BART-large-enhu 80,27 36,36

5. tablazat. Mondatszinti osztalyozas eredmenye

A 6. tablazatban lathatoak az absztraktiv Gsszefoglalas kisérlet eredményei.
A modell legnagyobb eréssége ebben a feladatban mutatkozik meg. Szignifikan-
san jobb eredményt értem el a BART alapt modellekkel, mint a BERT alapu
megoldassal. Yang és mtsai (2021) munkajukban a fedés eredményeket publikal-
ték. Azonban csak a PreSumm eszkozre jellemzd, hogy t6bb, hosszabb széveget
general kimenetnek. Osszehasonlitva a HI korpuszon:

— Eredeti lead méretek: Atlag: 26,42, Medidn: 24.
— PreSumm Osszefoglalok méretei: Atlag: 104,61, Median: 105.
— BART-base-512 Gsszefoglalok méretei: Atlag: 28, Median: 24.

Az 6sszehasonlitasbol észrevehets, hogy a PreSumm rendkiviil hossza Osszefog-
lalokat general, ezért nem meglepSek a magas fedés mértékek, azonban igy a
pontossag mértékek drasztikusan csokkennek (latszik a 6. tablazat PreSumm
F-mértékeibdl). Az Gsszehasonlitasbol latszik, hogy a BART torekszik a hossz
megtanulasara is, és kozel olyan hosszisagu Osszefoglalokat general mint az ere-
deti leadek (annak ellenére, hogy maximum 128 kimeneti hosszra van beéllitva).

Azonban a MARCELL korpuszon mar az esetek nagy részében alulteljesite-
nek a BART modellek a PreSummbhoz képest. Ez annak tulajdonithaté, hogy a
rovidségre valo torekvése most a hatranyéara fordult. Egyediil a transzfer tanités-
sal késziilt modell tudott magasabb eredményt elérni. A méretek dsszehasonlitva
a MARCELL korpuszon:

— Eredeti lead méretek: Atlag: 11.59, Median: 9.
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— PreSumm osszefoglalok méretei: Atlag: 11,466, Median: 9.
— BART-base-512 sszefoglalok mérekei: Atlag: 9,97, Median: 8.

Tovabba azt is figyelembe kell venni, hogy a PreSumm kisérletben a generalt
szovegbdl csak az els§ mondatot vették figyelembe, azonban a rendszer alapbél
tobb mondatot is generalt.

Erdekes eredmény, hogy annak ellenére, hogy a MARCELL korpuszban rend-
kiviil hosszii a bemeneti széveg, a hosszi bemeneti szévegii BART-base-1024
teljesitett a leggyengébben. Ebbdl arra tudok kovetkeztetni, hogy az egysoros
leirashoz a relevans informaciok inkdbb a bemeneti széveg elején talalhatoak,
ezért a rendkiviil hosszu szoveg csak megzavarja a generdlast. Azonban az, hogy
a transzfer tanitas ilyen mértékben tudta javitani a teljesitményt, azt jelentheti,
hogy az angol tudasbol olyan informaciot tudott kinyerni, ami segitett neki a
finomhangolasban.

A kiértékeléshez a ROUGE (Lin, 2004) metrikat hasznaltam. A 6. tablazat-
ban az F-mértékek lathatoak a kovetkez6 formatumban: ROUGE-1/ROUGE-
2/ROUGE-L.

Osszehasonlithatosag végett, a 6. tablazat végére beillesztettem az eredeti
BART modell eredményét (a CNN/Daily Mail korpuszon)!!. A kutatasom célja
nem az angol eredmények feliillmulasa volt, ezért csak 40 epoch szamon tani-
tottam. Figyelembe véve, hogy kevesebb epoch szam mellett és csak Wikipédia
szovegeken tanult el a modell, minddssze 4% kortili értékkel marad csak le az ere-
deti BART modell eredményétsl. A magyar modelleket nézve, magasabb epoch
szamon még jobb eredményt tudtam volna elérni. A tapasztalat az epoch szamot
illetGen az, hogy a nagyobb epoch szam az Gsszefoglald generdlas esetében nem
eredményezett tultanulast.

A large modellekkel valo kisérletek esetében, csak 40 epochig tanultak, kicsi
batch méreten, igy 6k teljesitettek a leggyengébben. Tovabba erdforras hidnyaban
a NOL korpuszon nem sikeriilt finomhangolni.

HI NOL MARCELL

PreSumm (huBERT)
BART-base-512
BART-base-1024
BART-large
BART-base-enhu
BART-base-enhu-tf

22,42/10,24/18,72
30,18/13,86/22,92
31,86/14,59/23,79
30,12/13,07/22,72
31,36/14,34/23,48
31,76,/14,47/23,47

26,34/10,90/22,01
46,48,/32,40/39,45
47,01/32,91,/39,97

42,71/27,59/35,38
45,05,/30,46/37,64

75,85/68,35/74,61
71,25/62,79/69,75
71,01/62,58 /69,42
70,24/60,69/68,53
71,47/63,04/69,93
77,06/70,64/75,96

CNN/Daily Mail

BART-base-enhu
BART eredeti

40,07/17,61/27,35
44,16/21,28,/40,90

6. tablazat. Absztraktiv Osszefoglalo generalas F-mérték eredmények.

" nttps://paperswithcode.com/sota/abstractive-text-summarization-on-cnn-daily
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A 9. tablazatban lathato egy példa arra, hogy a kiilonb6z6 modellek milyen
Osszefoglalokat generaltak. A példa 6nmagéaban is Osszetett, kétféle késziilékrol is
ir, ezért nehezen allapithato meg, hogy melyik is a fontosabb informaécio. Igyekez-
tem olyan példat mutatni, ami inkdbb a modellek hatarait, hatranyait mutatja.
A példaban egyértelmiien latszik a ROUGE metrika egyik hatranya, miszerint az
eredti lead szovege meglehetsen sziikszavi, figyelemfelkelts, de semmi hasznos
informéciét nem szolgaltat, remélve, hogy megmozgatva az olvaso kivancsisdgat,
bevonzza 6t. Ez azonban torzit a ROUGE értékeken, hiszen a metrikaval azt
mérjiik, hogy mennyire hasonlit a gép altal generalt széveg a leadhez. Tovabba
szembeting a PreSumm &ltal generalt széveg hosszusaga. Ha a tartalmat néz-
zik a nagy része hi az eredeti cikkhez. Megfigyelhet6 még a BART-base-512
helyesirasi hibaja, ez més példakban is megjelenik, valamint a BART-large mo-
dell erésebb ,hallucinaci6ja”’, amelyek mas példédkban is megmutatkoznak. Ezek
a szamokban is észlelhetGek, hiszen ezek teljesitettek a leggyengébben. A gene-
ralt mondatok nyelvtanilag helyesek, tartalmilag viszont csak részlegesen felelnek
meg az eredeti cikkeknek.

Az egynyelvii BART base modelljeim (HI'?:? ¢s NOL4:1%) elérhetsek a
Hugging Face oldalon.

A 7. tablazatban lathatoak a gépi forditas kisérlet eredményei. Referencia-
ként a Google forditot'® valasztottam, két okbol. Elsé ok, hogy érdekelt a Google
fordit6 mai allapota, és hogy vajon jobbak-e néla az altalam tanitott modellek.
A masik ok, hogy egy szabadon elérhets neurélis alapokon miikodd gépi forditot
kerestem, mivel nem &llt szandékomban kiilon méasik neurélis gépi fordité rend-
szert tanitani. A meglévé szabadon elérhets rendszerek koziil az egyik legnép-
szertibb rendszer mellett dontéttem. Az eredmények azt mutatjak, hogy sikeriilt
mindegyik esetben szignifikansan feliilmilni a Google forditot. Kiértékeléshez a
BLEU (Papineni és mtsai, 2002) és a 3-gram chrF (Popovi¢, 2015) metrikékat
hasznaltam. Erdekes, hogy az 512 bemeneti hosszal rendelkezé modell 1 epoch
alatt hasonlé vagy jobb eredményt ért el, mint a 128 bementi hosszal rendelkezé
modell 2 epoch alatt.

Az 512 bemeneti hosszal rendelkez6 BART base fordité modelljeim!7-1® elér-
het6ek a Hugging Face oldalon.

Végiil, de nem utols6 sorban a 8. tablazatban lathato a szdveggeneralés kisér-
let eredménye. A kvantitativ kiértékeléshez az absztraktiv Gsszefoglalonal hasz-
nalt ROUGE metrikat hasznaltam. Azonban egy ilyen jellegii feladatnél az auto-
matikus kiértékelési metrikdk kevésbé relevansak, s6t az emberi kiértékelés sem
egyértelmi. Ezért inkabb egy generélt verset tettem be, ahol az els6 sort magam

12 nttps://huggingface.co/NYTK/summarization-hi-bart-hungarian

3 https://huggingface.co/NYTK/summarization-hi-bart-base-1024-hungarian
4 https://huggingface.co/NYTK/summarization-nol-bart-hungarian

5 nttps://huggingface.co/NYTK/summarization-nol-bart-base-1024-hungarian
16https://translate.google.hu

17 https://huggingface.co/NYTK/translation-bart-en-hu

8 nttps://huggingface.co/NYTK/translation-bart-hu-en
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BLEU|chrF-3
Google en-hu 25,30| 54,08
BART-base-enhu (512, 1 epoch)| 34,38| 58,88
BART-base-enhu (128, 2 epoch)| 33,59| 58,23
Google hu-en 34,48| 59,59
BART-base-huen (512, 1 epoch)| 38,03| 61,37
BART-base-huen (128, 2 epoch)| 38,63| 61,58
7. tablazat. Gépi forditas eredményei.

adtam meg manuélisan. Mivel Pet6fi Sandor kdlteményein tanult a modell, a
generalt szoveg ,erésen Pet6fi Sandor stilusa”.

Szegeden, januar végén,
Lopott, koldult és magamért,
Lelkem reéja...
Szeretlek téged, kedvesem,

Hol a boldogség mostanaban?
Barétsagos meleg szobaba.
S6tétség volt, mint a hold,

S mint a hold, a csillag az éjben,
16.51/12.93/16.53
8. tablazat. Versgenerdlas eredménye.

7. Osszegzés

Kutatasomban kiilonbéz8 BART modelleket tanitottam magyar nyelvre, majd
kiilonb6z8 nyelvtechnologiai feladatokra tovabbtanitottam Gket. A kisérletem so-
ran magyar nyelvii és magyar-angol nyelvii BART base és large modelleket tani-
tottam el6. Majd ezeket a elGtanitott modelleket szovegosztalyozas, absztraktiv
generalas, gépi forditas és szoveggeneralas feladataira finomhangoltam. Az ered-
mények azt mutattédk, hogy a BART, mint autoregressziv modell elsGsorban szo-
veggeneralas feladataira teljesit jol, azon beliil is absztraktiv szévegosszefoglalo
feladataban. Ezen a teriileten magyar nyelvre ,state of the art” eredményeket
értem el.
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A. fiiggelék: Példa az absztraktiv modellek 6sszegzéseirdl

Eredeti cikk szovege:

Egyre tobbet hallani arrol , hogy az okostelefon-gyartok olyan ujjlenyomat-
olvasokkal kisérleteznek , amelyek be lennének épitve a kijelz6be . Korabban sokan
gy gondoltak , hogy a Galaxy S8-aknél vagy legalabbis a Galaxy Note 8-nal
jelentheti be az tjdonségot a Samsung , de gy tinik , egyel6re még nem tudta

ezt megoldani . A KGI neves elemzGje , Ming-Chi Kuo szerint ez a funkcio
legkorabban a Galaxy Note 9-ben fog megjelenni , azaz még legalabb egy évet
varnunk kell ra . A szakember egyébként jol ismert pontos jovenddléseirsl , bar
elsGsorban az Apple és nem a Samsung termékeire Gsszpontosit . A Samsung mar a
Galaxy S8-nél iiveg ala tette az ujjlenyomat-olvasot ( aminek az elhelyezése amugy
nem valtott ki egyontetd lelkesedést ) , de a kijelz8 ala tenni azt , egyel6re még
senkinek sem sikeriilt . Pedig ha ez megvaldsulna , az sok lehet&séget nyithatna meg
a gyartok elstt . Kuo szerint a Samsung mar eldontétte , hogy nem valtoztat az
ujjlenyomat-olvason a Galaxy Note 8-nal , viszont a Note 9-nél mar valoszintileg az
j megoldast mutatja be . Kuo azt is megszelldztette , hogy a dél-koreai orias
lecseréli biometrikus szkenner partnerét , a Synapticsot egy Egis nevii cégre .
Eredeti lead szévege:

Egy rég vart jellemzs debiitalasat valoszintsitik a jové évben megjelend Galaxy
Note 9-ben .

PreSumm (huBERT) altal generalt sz6veg:
Ming-Chi Kuo , a KGI neves elemzgje szerint a Samsung mar a Galaxy Note 8-nal is
bevezetheti az ujjlenyomat-olvasot , de egyelére még nem tudni , mikor . A Samsung
mar eldéntotte , hogy nem valtoztat az ujjlenyomat-olvasén , viszont lecseréli a
Synapticsot egy Egis nevii cégre . A szakember szerint ez sok lehetdséget nyithatna
meg a gyartok elétt , ha megvalosulna az 0j funkci6 , akkor sok 0j lehet&séget nyitna
meg a gyarto el6tt . Ha ez megvalosulna , a Samsung lecseréli a Synaptitcsot egy
Egisre .
BART-base-512 altal generalt széveg:
A Ming-Chi Kuo szerint legkorabban egy év milva jelenikhet meg a Samsung Galaxy
Note 8 .
BART-base-1024 altal generalt szoveg:
A Samsung egyik neves elemzgGje , Ming-Chi Kuo szerint legalabb egy évet kell varni
ra , hogy a Galaxy S8-nal is megjelenhessen ujjlenyomat-olvaso .
BART-large altal generalt szoveg:
Ha igazak a hiresztelések , jovére egy 0j Samsung-cstucstelefon keriilhet a boltok
polcaira .
BART-enhu altal generalt széveg:
Az ismert Ming-Chi Kuo szerint a Samsung mar eldontétte , hogy nem valtoztat
az ujjlenyomat-olvason .
BART-enhu-transzfer altal generalt sz6veg:
Ha hihetiink a pletykaknak , legkorabban a Galaxy Note 9-ben jelenik majd meg
a Samsung 14j , ujjlenyomat-olvasos funkcioja .

9. tablazat. Egy példa a modellek 6sszegzéseirdl.
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Okosabb vagy, mint egy XXXXXXXX?
— Egy nyelvi jatéktol a nyelvmodellek
osszehasonlitasaig

Indig Balazs! 2, Lévai Daniel'»2

'E6tvos Lorand Tudomanyegyetem Bolesészettudomanyi Kar
TI Digitalis Bolcsészet Tanszék
Digitalis Orokség Nemzeti Laboratérium
{VEZETEKNEV.KERESZTNEV }@btk.elte.hu

Kivonat A nyelvmodellek fejlédése az utobbi években a nyelvtechno-
logiat sosem latott magassagokba repitette. A gépi algoritmusok egyre
pontosabban tudjak megoldani az Gsszes elképzelhetS nyelvi feladatot,
holott a mikddésiik igen szévevényes és kérdéses, hogy mennyire hason-
lit az emberi gondolkodéasra.

Cikkiinkben tobbféle nyelvmodellt hasonlitunk éssze. A feladatot a Mor-
phoLogic Kft. 2000-ben bemutatott nyelvi jatéka jelenti, melyben egy
adott sz6 kiilonbo6z8 kornyezetei, konkordancidja alapjan kell kitalalni
a kérdéses szot. Kitériink a kisérleti rendszerhez hasznalt adatok els-
feldolgozasara és a gépi modellek teljesitményére kiillonb6zé beallitasok
mellett. Igy a cikkben bemutatott keretrendszer a késébbiekben a rekre-
acids célok mellett pszicholingvisztikai vizsgéalatokra is felhasznalhaté a
mentalis nyelvi reprezentaciok kutatasaban.

Kulcsszavak: nyelvmodellek, BERT, KenLM, Word2Vec

1. Bevezetés

A nyelvtechnologia egyik alapfeladata a természetes nyelvek modellezése szami-
togép segitségével. A nyelv modellezésének informacioelméleti megalapozasabol
kovetkezd egyszert n-gram modellektsl (Shannon, 1948) eljutva az utobbi évti-
zedet meghatéarozo szobeagyazasra (Mikolov és mtsai, 2013b) és magasdimenzos
vektorterekre épiils kontextualis nyelvmodellekig (Devlin és mtsai, 2019) a szami-
togépes nyelvmodellek a tudomanyteriiletet alapjaiban szabtak at. A mindségiik
napjainkra olyan szintet ért el, hogy a modern GPT-3-as modell altal elGalli-
tott szoveg mar nem kiilonboztetheté meg az ember altal elgallitottol (Elkins és
Chun, 2020).

Cikkiinkben a nyelvmodellek ipar altal egy kevésbé fontosnak tartott jellem-
z8jét vizsgaljuk. A célunk, hogy bemutassunk tobbféle nyelvmodellt egy nyelvi
jatékon, amely az angolul Cloze-testnek nevezett jaték, és létrehozzunk egy nyilt
hozzaférési és -forraskodu platformot, amely kisérleti keretrendszerként szolgal-
hat a késébbiekben. A létrehozott platformon a korpuszboél vett nyelvi mintakra
adott emberi és gépi reakcié egyszeri vizsgalatara nyilik lehetGség, mely igy
szamos kés6bbi pszicholingvisztikai kutatas alapjaul szolgalhat.
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2. Kapcsol6doé irodalom

A szavak jelentését Harris (1954) a kovetkezoképpen definialta: JIf A and B
have some environments in common and some not (e.g. occultist and lawyer)
we say that they have different meanings, the amount of meaning difference
corresponding roughly to the amount of difference in their environments.” Ez
volt a disztribucios szemantika kezdete. Késsbb Firth (1957) kimondta az azota
szalldigévé valt mondatot: ,You shall know a word by the company it keeps.”.
Ekkor még nem volt sz6 arrol, hogy az emlitett kontextusok is karakterizalva
legyenek.

PP\ nyelvi jaték

Uj jaték| Szabad a gazda
[ | Tipp| Kérek még egy mondatot

...0sztodoft, és mindegyik részen xxxxxxx csillagzat szerkesztetett §sz... Korabbi tippek
...jesztett két szarnya csuklojan xxxxxxx /Deneb )4)1; eltatott ajkaira, ... hosszas
...nagy boltnak négy szegeletében xxxxxxx edény van elasva, tele pénzze... mely
...zer is talaltatik nyarantszak xxxxxxx kasbhan; - végre hogy az anya,...
...litotta Miskeit, ez pedig tsak xxxxxxx Syllabaju székkal igen rovi...
...vany, és neptelen; imitt-amott xxxxxxx par [!] szeretseny Familiat...
...sairél, maglyara karhoztatnad? xxxxxxx példany ara harom forint. De ...
...en fogtunk ulést, mindegyikunk XXXXXXX ...
...szerezni, mint a multba vetett xxxxxxx pillantas, mely elénk varazso...

1. dbra: A sz6 a karakterekben vett hosszanak megfelel6 maszkolokarakterrel
(nagy x) van kitakarva, és a jobb és bal oldalan a meghatéarozott hosszusagu
szovegkornyezete talalhato. Az egyes sorok egyiitt konkordanciat alkotnak. A
képen lathaté konkordancia megfejtése ,egy-egy”.

2000 novemberében a MorphoLogic Kft. bemutatta a Nyelvi jaték (© ne-
vii szoftverét! (1. abra). Az egyszemélyes jaték célja, hogy a jatékos kitaldlja
a hidnyzo szot, az tgynevezett KWIC-t (Keyword in Context) annak kontex-
tusaibol. A sz6 a karakterekben vett hosszdnak megfelel6 maszkolokarakterrel
(nagy x) van kitakarva, és a jobb és bal oldalan a meghatarozott hosszusagu
szovegkornyezete talalhatd. A felhasznalonak lehet&sége van tippelni, illetve egy
ajabb korpuszpéldat kérni. Az utobbi esetben megjelenik egy Gj sorban egy tjabb
kornyezeti el6fordulas a kozépen elhelyezkedd szo koré igazitva. Igy a sz6 elsfor-
dulasainak példéi konkordanciat alkotnak. A kitalalandé szohoz tartozéd példak

! Jelenleg nem ismert publikusan elérhets példany.
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tarhéza sziikségszertien véges, igy annak kimeriilése utan a jaték végét az jelenti,
ha a jatékos kitalalja a szot vagy feladja. A jaték a késébbiekben csaknem telje-
sen elfelejtédott, de szavak és a kornyezetiik kapcsolata tovabb foglalkoztatta a
szamitogépes nyelvészeket itthon és kiilféldon egyarant. A tovabbi fejezetekben
néhéany, kontextusokat érinté eredmény targyalasa utdn bemutatjuk, hogy a ja-
ték elve miként alkalmazhaté kiilonféle nyelvi jelenségek vizsgalatara ember és
gép Osszehasonlitasaban.

3. A jobb- és bal oldali kontextus szerepe

A német nyelvii POS taggelés feladatat vizsgalva Ivanova és Kuebler (2008) fel-
teszi a kérdést, hogy ,milyen fontos a jobboldali kontextus?” A memdriaalapi
tanuldst (Lin és Vitter, 1994) alkalmaz6 modelljiikben a klasszikus Markov-elvii
bigram és trigram konfiguraciot hasznéltak: a kérdéses szotol balra talalhatod egy
vagy két sz6 cimkéjébdl kovetkeztettek a szofaji cimkére. Megvizsgaltak tovabbé
azt az esetet, amikor egy vagy két sz6 lehetséges cimkehalmazat? is bevették a
jobb oldali kérnyezetet alkotd szavakbol. Ha csak a jobb oldali lehetséges cimké-
ket vizsgaltak, akkor 1,5%-os, ha pedig egy vagy két bal oldali mar meghatarozott
cimkét is bevettek, 2%-os javulast értek el a csak bal oldali cimkék hasznalata-
hoz képest. Habar eredményiik elmarad 1%-kal a T'n’T rendszer (Brants, 2000)
globélis optimalizaciot és a szovégeket is figyelembe vevé modelljéhez képest, jol
lathato az eredményeikbdl a jobb oldali kérnyezet fontossédga egy olyan merev
szorendd nyelv esetén, mint a német>. Az n-gram modellek cstcsanak szamito
KenLM (Heafield, 2011) a ritka n-gramokbol adodé bizonytalansag lekiizdésére
kiilonféle simitasi eljarasokat hasznal, és alacsonyabb rendd n-gramokat vesz fi-
gyelembe rendkiviili sebességgel. Ebbdl kovetkezben a sima kontextusok vizsgala-
tanak szerepe végleg hattérbe szorul, és a vektoros reprezentaciok megjelenésével
Mikolov és mtsai (2013b) gyakorlatilag teljesen megsziinik.

Az MTA-PPKE Magyar Nyelvtechnologiai kutatocsoportban az ANAGRAM-
MA projekt célja egy olyan szintaktikai elemzérendszer létrehozésa volt, amely az
emberi olvasashoz és hallashoz hasonldéan idében el6re, ,szigortan balrol jobbra”
elemzi a bemenetet (Proszéky és mtsai, 2014). A kutatocsoport munkatarsai de-
finidltak egy harom token hossziisagi ablakot, amely az elemzendd sz6hoz képest
jobbra helyezkedik el (Indig és mtsai, 2016). Igy szemben a hagyomanyos Mark-
ovi feltételezéssel, a teljes bal oldali mellett harom hosszu jobb oldali kontextus is
figyelembe vehetd az elemzés soran az egyes nyelvi jelenségek kezelésekor, melyet
az elvalt igekotok kezelésével demonstraltak (Vadasz és mtsai, 2017). A késGb-
biekben egyre nagyobb hangsily helyez6dott a jobboldali kérnyezetre, melyet
a kotottebb szorendd magyar f6névi csoportok tertiletén (Ligeti-Nagy és mtsai,

2 A dekoédolas balrol jobbra tortént, igy nem lehetett a jobb oldali kérnyezetet fixen
meghatarozni elére.

3 Az eredmények hihetSek, annak tekintetében, hogy a német nyelvben a nyelvtani
esetet kddold névels a kotGszo és az opcionalisan ragozott melléknévvel rendelkezd
fénév kozott helyezkedik el.
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2018) igazoltak, a baloldalt teljesen nélkiilozve. Nem minden nyelvi jelenség-
nek van sziiksége jobboldali kontextusra, hiszen példaul a befejezett melléknévi
igenév argumentumai téle mindig balra helyezkednek el, és 6nmaga is a fénévi
csoport fejétdl balra foglal helyet a mondatban, vonzatainak azonositasahoz te-
hat elég a baloldali szomszédainak vizsgalata. Felmeriil a kérdés, hogy az egyes
nyelvi jelenségek feldolgozasa milyen aranyban igényel bal- és jobboldali kérnye-
zetet, és ebbdl mi jelenik meg a nyelvmodellekben?

Az n-gram modellek adathiany-problémaéajanak ellensiulyozasaképpen létre-
jottek a szozsak modellek, melyek nem veszik figyelembe a szavak sorrendjét,
igy kisebb és atfogébb modellt képesek adni, ami kiilonésen a szabad szérendi
nyelvek esetén fontos. A folytonos szozsak modell (CBOW) a szozsékok tovabb-
fejlesztése, ahol az adott (kétoldali) kontextusai altal leirt sz6, nem szamitva a
kontextusbeli szavak sorrendjét, egy magasdimenzios térbe konvertalodik (Miko-
lov és mtsai, 2013b). Ez a gyengitett feltételeket tartalmazé modell egyarant jol
alkalmazhat6 a kotott szérendi nyelvek esetén, mint az angol, és a szabadabb
szorendd nyelvek esetén is, mint a torok. Kombinalva a globalis optimalizacidval
teljesen maga mogé utasitotta a korabbi eljarasokat, és a szamitéasi kapacitasok
béviilésével egylitt nem tette sziikségessé, hogy tovabb vizsgéljak, hogyan lehetne
finomitani az igénybe vett szokornyezetet, nagyobb ablakkal is kell6en gyorsak
voltak a szamitasok.

4. Az adatbazis

A konkordancidkra alapul6 jaték elve nagyon egyszert, ezért is kiemelt fontos-
sagn a jaték adatbéazisaként hasznalt korpusz. A reprodukalhatosag végett két
szabadon elérhetd korpuszt vettiink szamitasba. Halacsy és mtsai (2004) Webkor-
pusz 1.0-jat és Nemeskey (2021b) Webkorpusz 2.0-jat, melybdl a késsbbiekben
felhasznalt huBERT (Nemeskey, 2021a) is késziilt. Dontésiink indoka, hogy mas
szabadon elérhetd, internetr6l szarmazo6 szovegeket tartalmazo korpuszok nagy
valoszintiséggel e kett§ korpusz valamelyikében szerepls szovegeket tartalmaz-
zak, mig szinte biztosra vehetd, hogy a két korpusz kozotti dtfedés nem zavardan
magas.

A kivalasztott korpuszokat meg kellett tisztitanunk a benniik szerepld sze-
méttol, illetve a szamunkra nem megfelel6 mondatoktol, hogy azok ne keriilhes-
senek a jatékos elé. A mondatok tokenizalatlan valtozatait hasznéltuk, kitoroltiik
és normalizéltuk a fehérszokozoket, és minden mondatbol csak egy elGfordulast
vettiink szamitasba. Ezutéan a kdvetkezs sziirGsort definialtuk és futtattuk:

— A 11 szo6nal révidebb és 50 szonal hosszabb

— A t6bb mint 25 karakter hosszi szot tartalmazo

— A 3 vagy tobb egymaést kévets szoban nagybetis szavakat (névelemek) tar-
talmazo

— A legalabb ketts darab, legalabb négy karakter hosszu, teljesen nagybets
szavakat (kiabalas) tartalmazo

— A héarom egymast kiévets, csak nem alfanumerikus karakterekbdl 4ll6 szava-
kat tartalmazo
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— A harom egymast kovets, csak egybetis szot (irogép stilus) tartalmazo

— Az 6sszesen harom vagy tobb visszaper (\) karaktert (escapelés) tartalmazo

— A Unicode Replacement character-t (U+FFFD) tartalmazo

— A Jhullamos ¢” (0) és ,hajtott ékezetes G (1) (karakterkodolési probléma)
betiiket tartalmazo

— A HTML escapelést (&lt;, &gt;, &+#12345;) tartalmazod

mondatokat kisztrtiik (1. tablazat).

Elétte Utéana % Elstte Utéana %
mondatok | mondatok 0 szavak szavak 0
Webkorpusz 1.0| 42 482 107| 13 915 132|32,75| 589 080 971| 272 544 786|46,26

Webkorpusz 2.0|589 398 448|199 627 778|33,86(9 217 857 283(4 036 428 613(43,78

1. tablazat. A Webkorpusz 1.0 és 2.0 méretei a sziirés el6tt és utan.

A megsziirt korpuszok mondataibol kontextusokat generaltunk a minimum
4, maximum 40 karakter hosszi kisbetiis szavakra, amelyeket megelemzett az
emMorph (Novak és mtsai, 2016). A létrejott kontextusokat deduplikaltuk, és
sziirtiik a 30 darabnal ritkdbban el6forduld KWIC-eket, a gyakoribbakat pedig
30 el6fordulasra mintavételeztiik?. Az adatbézis méretének korlatozasa miatt
a maradék KWIC-ekbdl 8 000 darabos mintat vettiink 240 000 darab egyedi
kornyezettel.

Erdekességképpen elGallitottuk a jaték ,egyszertibb valtozatat” is Kalivoda
(2021) PrevCons adatbézisabol, amelyben minden egyes igekotds ige egyszer
fordul els, de az igéket kiilonvalasztva az igekotdk kitakaraséaval és konkordanci-
aival, 122 igekotével élvezhets a jaték.

5. Modellek

Két modellen végeztiink kisérleteket, az egyik egy BERT-alapt (Devlin és mtsai,
2019) modell, a méasik egy KenLM-en alapulé modell. A modellek a Webkorpusz
2.0-n lettek feltanitva, viszont a korpusz nagy mérete miatt sok olyan szoalak
fordul els, melyek nagyon ritkdk, igy megszoritottuk a jaték sordn a keresés
allapotterét: mindkét modellnek azonos szdéadatbazist adtunk meg, ami a Web-
korpusz 2.0 3 millié leggyakoribb szava volt, ez a modellek szdkincse, ezekbdl
kellett valasztaniuk a modelleknek a Webkorpusz 1.0-an torténd teszteléskor.

5.1. KenLM

A KenLLM az n-gram nyelvmodellek koziil az egyik leggyorsabbnak, legjobbnak
szamit. 5-gram modellt tanitottunk a Webkorpusz 2.0-n, és levagtuk az alacsony

4 Az Gsszes mintavételezés rogzitett random seeddel tértént, igy reprodukalhato.
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frekvencidju n-gramokat, hogy beleférjen a memoriaba a modell: a 2-gramokra 4,
a 3-gramokra 9, a 4-gramokra 16, az 5-gramokra pedig 25-6s als6 hatart szabtunk
meg.

Egy adott kontextus esetén a modell ugy tippel, hogy a 3 milli6 sz6bodl
kivalasztja azokat, amelyeknek a hossza egyezik a hidnyz6 sz6 hosszaval, ezek
mindegyikére kiszdmolja a szekvencia log-valészintiségét, tobb kontextus esetén
ezeket Osszeadja (hiszen szorzas logaritmusa Osszeadés), majd az egyiittes log-
valoszintiségek koziil kivalasztja a legnagyobbat, amit visszaad tippként.

5.2. BERT

A BERT (Devlin és mtsai, 2019) egy tobbszintt, kétiranya Transformer-alapt
enkoder modell (Vaswani és mtsai, 2017). Enkoder 1évén szobedgyazast 4llit eld,
minden sz6—kontextus paroshoz hozzarendel egy vektort. A BERT-tanulasa so-
ran kontextusokbol probalja a kimaszkolt szavakat kitalalni, hasonléan a korabbi
neuralis nyelvmodellekhez (Mikolov és mtsai, 2013b; Bojanowski és mtsai, 2017;
Pennington és mtsai, 2014), azzal a kiilonbséggel, hogy a BERT tetsz6leges mé-
retd kontextust elfogad bemenetként. Nem sokkal ezelGttig nem volt elérhets
magyar BERT, viszont tavaly 6ta elérhetd a huggingface-hubrél a huBERT® (Ne-
meskey, 2021b,a), amely a teljes Webkorpusz 2.0-n tanult®.

A BERT komplex, hosszutava oOsszefiiggésekre érzékeny (Goldberg, 2019),
igy idealis valasztas hianyzo szo kitalalasara. A BERT tokenizalasra a WordPi-
ece (Schuster és Nakajima, 2012) algoritmust hasznalja, ezaltal nem lehet egy-
szertien karakterhossz-alapu tippelést hasznalni BERT esetén. Amennyiben a
tokenizald egy szot példaul két subwordre bont, arrél a BERT-nek tudnia kell,
hogy két subwordot tippeljen.

Azért, hogy optimalizaljuk a futési id6t, a teljes adatbazist elére tokenizal-
tuk, igy minden széhoz tudjuk, hogy mely tokenekbdl épiil fel. Ezekbdl épitettiink
egy fat, melynek a csicsaiban szavak vannak, a csicsok kozott pedig tartalma-
zési relacio van. Amikor tippel a BERT egy tobb subwordbdl allo szot, akkor a
fanak kivalasztjuk az adott mélységhez tartozd Osszes cstucsat, a csucsokhoz ki-
szamoljuk a cstucsot alkotoé subwordok valdszintiségét, majd ezeket cstcsonként
Osszeszorozzuk (a BERT nem szamol egyiittes valoszintséget).

Implementécioként a PyTorch-alapti Huggingface modellt hasznaltuk 7.

5.3. Kontextusfiiggetlen szé6beagyazasok

A BERT-hez hasonléan a korabbi neurélis modellek is tgy tanulnak, hogy a
hidnyzo6 szo6t talaljak ki egy adott kontextus alapjan, igy ezeket a modelleket is
kiprobaltuk a Gensim (Rehurek és Sojka, 2011) csomagban.

5 https://huggingface.co/SZTAKI-HLT/hubert-base-cc

6 Ezért is kellett egy olyan korpuszt valasztani teszteléshez, aminek a lehets legkisebb
atfedése van a tanitdéanyaggal.

" https://huggingface.co/transformers/model_doc/bert.html#transformers.
BertForMaskedLM
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To6bb modellt kiprobaltunk: CBOW, skip-gram (Mikolov és mtsai, 2013b),
és FastText (Bojanowski és mtsai, 2017) modelleket tanitottunk a Webkorpusz
2.0-n. A Gensim keretrendszerben taldlhaté egy beépitett fiiggvény® a hianyzo
sz0 tippelésére, viszont nagyon rossz tippeket adott.

Ez egybevag azokkal a korabbi tapasztalatokkal, miszerint a hasonl6 a model-
leket nagyon nehéz kiértékelni (Faruqui és mtsai, 2016), és igy a modellek ereje
nem a tanitofeladaton jelenik meg leginkabb. A jelenség kikiiszoboléseképpen
mindig downstream feladatokon tesztelik 6ket, mint példaul széanalogia (Miko-
lov és mtsai, 2013a) és szohasonlosag.

Kétféle modellt tanitottunk: egy 100-dimenzios CBOW modellt és egy 100-
dimenzi6s FastText modellt. A rossz teljesitmény miatt ezzel a modellcsaladdal
nem végeztiink hosszabb teszteket, viszont elérhets segédként a FastText modell:
egy-egy tipphez meg tudja mondani, hogy mennyire hasonl6 a tipp a hidnyzo
szohoz.

6. Meérések

Tobbféle mérést végeztiink, arra a kérdésre kerestiik a valaszt, hogy mely oldali
kontextus fontosabb mely modellnek, mik az altalanos tendencidk modellenként
és modellek kozt. Valamint a kontextusok szaméanak szempontjabol tovabbi két
tipustt méréssel vizsgaltuk a modelleket: egyrészt arra kerestiik a valaszt, hogy
mekkora az a kontextusméret, ami alapjan egyetlen kontextusbél kitalalja a mo-
dell, hogy mi a hianyz6 szo, illetve hogy egy adott széhoz és kontextusmérethez
hény kontextus kell atlagosan, hogy a modell ki tudja talalni a hidnyzo6 szot.

6.1. Kétoldali kontextus

Az els6 tipusi mérésiinknél azt mértiik ki, hogy egy adott szohoz mekkora az a
legkisebb kontextus, amib&l a modellek kitalaljak a szot, ez a 2. abran lathato.

Az els6 és legszembetiinébb észrevétel az, hogy a KenLLM sokkal kevesebb
szot talalt el, mint a BERT, rdadasul nagyon kevés olyan eset volt (4,4%), ahol
a KenLM kitalalta, a BERT pedig nem. Tovabbiakban a BERT sokkal magasabb
talalati aranyt ért el (65,0% vs. 32,1%), azaz ezekben az esetekben volt olyan
kontextusszélesség, hogy a modell kitalalta a hianyzé szot. Lathato tovabba, hogy
amig a KenLM esetén a harmadik, negyedik sz6 nem hozott sok 1j talalatot (azaz
a KenLM szempontjabol nem rendelkezett informacioval), addig BERT esetén
egy nagyon lassan lecsengs tendenciat latunk — még a kilencedik, tizedik szénél
is plusz informéciot nyert ki a BERT a szovegbdl a hianyzé széhoz kapcsoléddan.

A miésodik tipusi mérésben azt hasonlitottuk 6ssze, hogy 10-széles kétoldali
kontextus esetén hany tipp alatt jutnak el a modellek a helyes megoldasig ugy,
hogy amit mér egyszer tippeltek, azt nem tippelhetik tjra. Minden probalkozas
utédn hozzafiiztiink a bemeneti mondatokhoz egy Gj mondatot, és a modellek az
eddigi 6sszes modell alapjan tippeltek egy szot djra. A 3. dbran lathato, hogy a

8 gensim.models.word2vec.Word2Vec.predict_output_word
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Mekkora KEToldali kontextus kell a hianyzé szé kitaldlasahoz
(amennyiben valamelyik modell kitalalta) 6793/10000

count

1200

]
Jf- mn{]
0 5

Kontextusszelesseég BERT-nél

Kontextusszelesség KenLM-nél

2. abra: Hotérkép arrél, hogy egy adott szohoz mekkora kontextus kellett egyik-
masik modellnek. A -1 azt jelenti, hogy a modell nem talalta ki az adott szot
10-széles kontextussal sem, a cimben szerepls 6793/10000 pedig azt jelenti, hogy

10000 sz6—kontextus par esetén 6793 olyan par volt, ahol legalabb az egyik modell
kitalalta a hianyzé szot.

38



XVIII. Magyar Szamitogépes Nyelvészeti Konferencia Szeged, 2022. januar 27-28.

KenLM nem tudja jol hasznalni a tobb kontextus altal adott tobbletinforméciot,
Osszesen az esetek 6,9%-aban tudja kitalalni a hidnyzo szot, szemben a BERT
33,6%-o0s eredményével.

Egy-egy esetben a 10 legvaldszintbb sz6t adjak vissza a modellek — a BERT-
nél egy-egy konkordancia esetén sokat valtozik ez a top 10 sz6, KenLM esetén
viszont 1-2 kontextus utén ,befagy”. Ezek alapjan azt is megvizsgaltuk, hogy az
a helyzet all-e a fenn, hogy egy modell kimenete ,befagy”, és csak azért talalja-e
el a hianyz6 szot, mert elfogynak a tippek el6le. Arra jutottunk, hogy KenLLM
esetén, ha az els6 tipp top 10-ében nem volt benne a hidnyzé szd, akkor csak
az esetek 1,3%-4ban volt benne egy késébbi kor top 10 tippjében, BERT esetén
pedig az esetek 17,5%-a4ban. Jol lathato tehat, hogy a BERT-nek sokat segit a
tobb kontextus, KenLM esetén viszont annyira kilapul a valdszintiségi eloszlas,
hogy a tobb kontextusbol mar nem nyer ki tobb informaciot a hianyzo szora
vonatkozoban.

10 széles kontextus esetén
hany kontextusra van szuksége az egyes modelleknek
(amennyiben valamelyik modell kitalalta) 375/1000

count

50

)
40
30
20
10
[ 0
0 5 10

Konkordancidk szama BERT-nél

10

g

Konkordanciak szama KenLM-nél

3. abra: Hotérkép arrdl, hogy egy konkordancidhoz mennyi kontextus kellett
egyik-masik modellnek. A -1 azt jelenti, hogy a modell nem talalta ki az adott
sz6t 10 kontextussal sem, a cimben szerepls 375/1000 pedig azt jelenti, hogy 1000
10 kontextus—sz6 par esetén 375 olyan par volt, ahol legalabb az egyik modell
kitalalta a hidnyzo6 szot.
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6.2. Egyoldali kontextus

Hasonl6an a kétoldali kontextushoz, az egyoldali kontextusokra is futtatunk egy-
részt a minimdalis kontextusmeéretet, masrészt pedig a kontertusok szamdt vizsgalo
kisérleteket.

Kontextusok minimélis mérete szempontjabdl a két modellnél azonosak a
tapasztalataink. A modellek teljesitménye oldalfiiggetlen — noha a BERT koriil-
beliil dupla annyi szét tudott kitalalni, mint a KenLLM, mind a két modellnél
oldaltol fliggetlen az eredmény: a kitalalt kontextusok fele bal oldali volt, a méa-
sik fele pedig jobb oldali, nagyon minimalis atfedéssel. Az atfedés BERT esetén
23% (ha valamelyiket kitalalta), azaz a szavak 23%-a olyan, hogy egyarant a bal
oldali és jobb oldali kontextusbdl kitaldlhato, a KenLM viszont oldalfiigg&bb:
ott a kontextusoknak mar csak a 9%-a olyan, hogy mindkét oldalrol kitalalhato.

Mekkora kontextus kell a hianyzo szo kitalalasahoz
(amennyiben ki lett talalva) 5001/10000

count
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Baloldali kontextus BERT-nél

4. abra: Hétérkép arrol, hogy egy adott sz6hoz mekkora kontextus kellett egyik-
maéasik modellnek. A -1 azt jelenti, hogy a modell nem talalta ki az adott szot
10-széles kontextussal sem. Nem nagyon van atfedés a kétoldali kitaldlhatosag
kozt.

Az egyoldali konkordancidkat révidebb kontextussal is megvizsgaltuk, hogy
erésebb-e a tobb kontextus hatésa a kétoldalihoz képest, a baloldali eset lathato
a 5. abran. Egyenletes lecsengés helyett azt latjuk, hogy a harmadik-negyedik
kontextusnal éri el a BERT teljesitménye az inflexiés pontot — azaz a BERT
szempontjabol a harmadik-negyedik kontextusok adjak a legtobb informéciot a
hianyzo szora nézve, utana csokken az jonnan kitalaltak szama. Mindez azt mu-
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tatja, hogy a BERT nemcsak a hosszu Gsszefliggéseket, ezaltal a széles kontextu-
sokat tudja jol kihasznalni, hanem a t6bb kontextusbol érkezé plusz informaciot
is.

5 széles BAL kontextus esetén
hany kontextusra van szuksége az egyes modelleknek
(amennyiben valamelyik modell kitalalta) 346/1000

count

Konkordanciak szama KenLM-nél

0 5 10

Konkordanciak szama BERT-nél

5. abra: Hotérkép arrdl, hogy egy konkordancidhoz mennyi kontextus kellett
egyik-masik modellnek. A -1 azt jelenti, hogy a modell nem talalta ki az adott
szot 10 kontextussal sem. Lathato, hogy amit a KenLM kitalal, azt a BERT is.

7. Osszegzés

A MorphoLogic Kft. Nyelvi jaték (C) elvei mentén létrehoztunk egy platformot,
amelyben teljesen reprodukalhaté médon hasonlithatoak 6ssze a kiillénb6z6 elmé-
letekre épiil6 nyelvmodellek, és az emberi gondolkodés is vizsgalhatd kiillonb6z6
méretii kornyezeteken, valamint az eredeti jaték funkcidjara is alkalmas. Az ere-
detileg egyszemélyes jaték gépi ellenféllel is jatszhato, valamint a FastText modell
altal a tippelt és a helyes sz6 kozotti hasonlosag is megjelenik, segitve a jatékost
a tovabbi tippek megtételében. A koéd és az adatbazis fiiggetlen a MorphoLogic
Kft. implementéciojatol és szabadon elérhets®.

9 A kédok és az adatbazis elSallitisanak lépései elérhetsk LGPL 3.0 li-
cenc alatt: https://github.com/ELTE-DH/word-guessing-game és https:
//github.com/ELTE-DH/BERTf1luff. A jaték kiprébalhato itt: https:
//word-concordance-game.herokuapp.com/. Valamint az igekotds verzio itt:
https://prev-guessing-game.herokuapp.com/
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A mérési eredményeink bemutatjak az egyes modellek korlatait: a kontextus-
fliggetlen szobeagyazasok nem alkalmasak a jaték céljaira, de jol hasznalhatoak a
tippek analogikus hasonlosaganak szamszertsitésére. A vizsgalt n-gram modell a
trigramoknél nagyobb kérnyezeten nem volt képes javitani a tippjein, mikézben
a BERT alapt modell lassu lecsengéssel tovabb javult. A fejlettebb kontextus-
fliggs szdbedgyazasok esetén alig, mig az n-gramok esetén egyaltalan nem voltak
képesek a modellek a tobbi példa figyelembe vételével javitani a kezdeti tippjei-
ken. A jobb- és bal oldali szoszomszédsag vitajaban fej-fej melletti eredmények
sziilettek, és érdekes modon az oldalak kozott kevés volt az atfedés: ha az egyik
oldali kornyezet ki tudta talalni a modell a sz6t, a méasikon szinte alig.

A problémakor ismertetett szidmos megleps eredménye nem meritette ki a
platform altal megvaldsithato kisérletek tarhazat, igy az szabadon tovabb vizs-
galhato. A cikkiinkben nem vizsgaltuk, hogy az emberi elemz4 miként reagal
azokra az esetekre, amelyek a gépi nyelvmodellnek konnyen mentek vagy nehéz-
séget okoztak. A késGbbiekben ez terveink kozott szerepel, hogy megallapithas-
suk, hogy a mesterséges intelligencia ebben a jatékban is legy6zi-e az embert,
vagy az emberek nyelvi intuicidja a jelenlegi technologiai fejlettség mellett még
nem modellezhet6 maradéktalanul.

Ko6szonetnyilvanitas

A szerz6k koszonetet mondanak a MorphoLogic Kft. egykori munkatarsainak,
akik 2000-ben létrehoztak a Nyelvi jaték (©) szoftvert. Tovabba szeretnénk meg-
koszonni a BME MOKK egykori munkatarsainak és Nemeskey Déavidnak, hogy
teljesen szabadon elérhetévé tették korpuszaikat. Kiilon kdszénetet érdemel Ka-
livoda Agnes, aki példamutatéan szabadon elérhetévé tette az altala létrehozott
adatbéazisokat.
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Charmen ELECTRA - TokenizAciémentes
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Kivonat Napjainkban a természetesnyelv-feldolgozas teriiletén hasznalt
neuralis modellek to6bbsége elére definialt szotoredékekbdl kialakitott szo-
tarakkal dolgozik. A kotott szotar hasznalatanak eredményeképp az ezek-
re épit6 modellek érzékenyek a zajra, doménadaptaciojuk koltségesebb
lehet, ezen feliil tébbnyelvii modellek épitése esetén a szotar meérete
drasztikusan megnséhet. Ezen problémak orvoslasara egy tokenizaléomen-
tes ELECTRA architektirat mutatunk be, amely a Charformer blokkot
alkalmazza a tokenizalé modul kivaltasara. A modell ~ 17%-kal keve-
sebb paramétert tartalmaz, mint a fix szétarral rendelkezd tarsa. Tovabba
azonos koriilmények kozott tanitott tarsanal szignifikansabban jobb ered-
ményt ér el az OpinHuBank adathalmazon. Kutatasunk tovabbi eredmé-
nye, hogy a huBERT modell finomhangolésaval a szentimentosztilyozas
teriiletén az OpinHuBank adatbazison a korabbi legjobb eredményt meg-
halado teljesitményt értiink el.

Kulcsszavak: Transzformer, Tokenizéci6é, Vélemény és Erzelem
Analizis

1. Bevezetés

A kontextusfiiggs vektorokat elgallito architektiarak (Peters és mtsai, 2018; Dev-
lin és mtsai, 2019) megjelenése 6ta lényegében egyetlen komponenssel, end-to-
end modon végezhets el a természetes nyelvi objektumok modellezése, dedikalt
elemzg, illetve eléfeldolgozo komponensek (pl. szofaji elemzd, dependenciaelem-
z6, stb.) alkalmazasa nélkiil. Az input szekvencidk teljesen end-to-end feldol-
gozasanak a tokenizalas szab gatat. A tokenek elGallitasdhoz sziikséges szotart
eléfeldolgozasi 1épésként hataroztak meg, altalaban valamilyen jol bevalt statisz-
tikai modszerrel (Kudo, 2018; Schuster és Nakajima, 2012; Sennrich és mtsai,
2016). Igy a modell tanitasa soran lerdgzitett szotoredékek alakultak ki. Ezaltal
viszont domain-specifikus feladatok (Gong és mtsai, 2018) és alacsony erdfor-
rassal rendelkezd nyelvek (Hu és mtsai, 2020) modellezése nehézkessé valt. A
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tokenizalok érzékennyé teszik a modelleket az inputban talalhato esetleges el-
irdsokra, illetve tobbnyelvii modellek esetén eréforrasigényes lehet ezen szétarak
tarolasa és tanitasa.

A bemenet karakterszinti modellezésére voltak méar korabbi torekvések, de
azok csupan a meglévs tokenizalasok karakterekre bontasara szoritkoztak (Ma
és mtsai, 2020). A kozvetleniil karakterek lanculatan torténé modellezés koltséges
feladat is lenne, mivel a bemeneti szekvenciahossz drasztikusan meg tudna néve-
kedni ezaltal. Ennek a probléméanak a megoldasara a Charformer (Tay és mtsai,
2021) ad egy lehetséges alternativat, ahol kontextusfiiggd byte szintii reprezen-
taciot alkalmazunk alulmintavételezéssel. Egy masik megkozelitést a CANINE
(Clark és mtsai, 2021) nyujt, ahol a bemeneti karaktereket hash-beagyazassal
reprezentaljak.

Ebbe a kutatasi trendbe illeszkedve cikkiinkben bemutatunk egy 1j, az ELEC-
TRA (Clark és mtsai, 2020) architekturara épiils, tokenizalomentes modellt, ahol
tokenizalas helyett a Charformer modult alkalmazzuk. Ezek egyiittes miikodésé-
hez még tovabbi strukturalis valtozésokat eszk6zoliink a transzformer mikodé-
sében. Az elGtanitast a Hungarian Webcorpus 2.0 Wiki alkorpuszan végezziik,
mig a kiértékelést az OpinHuBank adathalmazon. A tanitéshoz sziikséges kodot
is kozzétessziik a Github repozitériumunkban! az elStanitott silyokkal egyiitt.

2. Kapcsolédoé irodalom

A kontextualizalt nyelvi modellek elterjedése az elmilt években nagy mértékben
elérelenditette a természetesnyelv-feldolgozasi feladatok megoldasat. Az egyik
elss ilyen nyelvi modell a transzformer architekttrara (Vaswani és mtsai, 2017)
épiil6 BERT (Devlin és mtsai, 2019) volt. A BERT kiemelkedd teljesitményt
ért el szamos diverz nyelvfeldolgozési feladaton. A transzformerre épiils nyelvi
modellek csalddja az évek soran egyre béviil. Kiilonb6z6 megkozelitéseket 1athat-
tunk: voltak, akik a meglévé BERT teljesitményén igyekeztek javitani a modell
tanitasi koriilményeinek megvaltoztatasaval (Zhuang és mtsai, 2021), mig masok
a tanitas erdforrasigényét igyekeztek csokkenteni (példaul ,desztillalo modellto-
morités” segitségével; Sanh és mtsai (2019)). Egy, a BERT-t6] eltéré mikodést
képvisel§ modell az ELECTRA (Clark és mtsai, 2020). Clark és mtsai (2020)
a BERT autoenkoéder-stilusa generativ tanitasa helyett azt javasoltak, hogy a
versengG modelleket alkalmaz6 paradigma szellemében egy kis generativ halo
mellett egy diszkriminatort is tanitsunk, a diszkriminator feladataul a tanitas
soran azt a binaris osztalyozasi feladatot szabva, hogy az minél pontosabban
legyen képes beazonositani a generator altal megvaltoztatott részeit az input-
nak. Ez a megkdzelités gyorsabb és jobb konvergencidt mutatott a BERT altal
nyujtottaknél, tehat a tanitas erdforrasigényét sikeriilt csokkenteni, még ha a
standardnak szamité benchmark feladatokon nyujtott eredményessége némileg
el is maradt elédjétdl.

Nem kellett sokat varni a BERT alapi nyelvi modellek magyar nyelvi vari-
ansainak megjelenésére sem. Nemeskey (2020, 2021) bemutatta a huBERT-et,

! https://github.com/ficstamas/charmen-electra

46



XVIII. Magyar Szamitogépes Nyelvészeti Konferencia Szeged, 2022. januar 27-28.

c s 0.

dell. Ezzel parhuzamosan jelent meg a HILBERT (Feldmann és mtsai, 2021) is,
amely a huBERT-t6l eltér6en a BERT Large konfiguraciot hasznalja. Ennek el6-
tanitasahoz egy eltérs adathalmaz-egyiittest hasznéaltak. Bar eddig is 1éteztek a
magyar nyelvet tAmogato tobbnyelvi modellek (mnBERT, Devlin és mtsai (2019);
XLM, Conneau és Lample (2019); XLM-RoBERTa, Conneau és mtsai (2020)),
egynyelvii valtozataik jobban teljesitenek az Acs és mtsai (2021) altal vizsgalt
feladatokon.

Ezen modellek nagy hatranya, hogy fix szotartol fliggenek. A szotarak elgalli-
tasahoz szamos modszer létezik — Unigram (Kudo, 2018), WordPiece (Schuster és
Nakajima, 2012), Byte-Pair Encoding (Sennrich és mtsai, 2016) — azonban elgbb-
utobb az alkalmazas soran talalkozni fogunk szotaron kiviil esé szotéredékekkel
(f6leg doménspecifikus feladatoknal), ezenfeliil ez megnoveli a nyelvi modell para-
méterhalmazat is. Tovabbi probléméaja még, hogy a bemeneti sztring kismértékt
valtoztatasa sokszor erésen hat a tokenszekvenciara, tehat a modell érzékeny az
elirdasokra. Ezen problémék tobbnyelvii modellek esetén sokkal nyilvanvalobbak,
de kialakulhatnak egynyelvii reprezentaciok esetén is.

Szamos egyéb megkozelités mellett Clark és mtsai (2021) ennek megoldasa-
ra tettek javaslatot a CANINE architekturaval. Ezen modell bemeneti azonosi-
toi a karakterek UTF-8 kodolasa szerinti reprezentaciok. Ebbél a kontextualis
karakterreprezentaciokat tovabbi hash-bedgyazasok (Svenstrup és mtsai, 2017)
alapjan allitja els és tovabbitja a transzformernek. Egy masik megoldas a Tay
és mtsai (2021) altal bemutatott Charformer blokk. Az egyik legnagyobb kiilonb-
ség a két modszer kozott, hogy a Charformer byte-szinten kédolja a bemenetet,
mig a CANINE karakter (hash) szinten. Tovabba a Charformer a karakterek fix
kiterjedést szomszédsagat is figyelembe veszi.

3. Architektiara

A fejezetben bemutatandé 1j architektira két koncepciora épit. Az elsd, hogy
a modell legyen tokenizaciofiiggetlen, amelyet a Charformer blokk (Tay és mt-
sai, 2021) alkalmazasa biztosit. Ezenfeliil a hatékony konvergencia érdekében a
tanitas menete ne generativ, hanem diszkriminativ moédszer mentén torténjen,
erre pedig az ELECTRA modell biztositja az alapot. Az ezen alapokra ilte-
tett modelliinket Charmen ELECTRA-nak (karakteralapt, tokenizaciomentes
ELECTRA) kereszteljiik, amelyet Charmen-E-nek réviditiink az abréakon.

3.1. Charformer

Ebben a részben a Tay és mtsai (2021) altal definialt Charformer architekttra
miikodését mutatjuk be. Els6 lépésként lerdgzitjitk az £ € RY*? szotarmatri-
xot, ahol V' a tokenek szdma, d pedig a dimenziok szama. Esetiinkben V = 263
mivel 256 byte-ot kodolunk, és fenntartunk tovabbi 7 vektort specialis tokenek
eltarolasara ([PAD], [MASK], [CLS], tovabbi négy tokent végiil mi nem haszno-
sitottuk). Igy a bemend szoveget a karakterek UTF-8-as reprezentéciojaval, mint
byte-szekvenciaval kodoljuk, amit X € R™*%vel jelsliink.
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Ezt kovetSen a bedgyazasunkra egydimenzios konvoluciot alkalmazunk a ka-
rakterek mentén, hogy globélis informaciot szerezziink az egyes poziciokrol. Az
igy kapott karakterbeagyazast tovabb alakitjuk egy olyan latens reprezentaci-
Oba, ahol a szotoredékeket reprezentaljuk legfeljebb M méreti kiterjedésben.
Ehhez egy cstiszoablakos atlagolofiiggvényt vezetiink be F' : RP*4 — R?. ahol
be {1,2,..., M} a blokk mérete. Igy

Xp = (F(Xicit0); F(X(igs):(i45)+0); - ) 5

definialja az i karakterpozicidhoz és b méretii szotoredékblokkhoz tartozo repre-
zentéaciot, s = b lépéskoz mentén. Ez alapjan minden karakterpozicidhoz (i) meg
tudjuk mondani, hogy melyik szotoredék (b méretii) definialja azt. Ehhez vegyiik
az Fr : R? — R linearis transzforméciot. Ebbél adodik, hogy Xj; b blokkhoz
tartozasi értéke:

Poi = Fr(Xp:)-

Tovabba bevezetiink egy konszenzus modult is, hogy az egyes poziciok kozotti
dontésrdl legyen informacionk. Ugy tekinthetiink ré, mint egy blokkok kozti self-
attentionre, ami a kovetkezdképpen van formalizalva:

P = softmax(PPT)P.

A szotoredékek keverékét alkoto latens reprezentaciot pedig a kovetkezSképpen

tudjuk meghatérozni:
M

X; = ZPb,iXb,i- (1)
b=1
Az igy elsallt reprezentacio redundans informéaciot tartalmazhat, mivel az in-
formacio alacsony lexikélis szinten van reprezentalva. Ehhez egy Fp : R"*4 —
Rds ¥4 atlagolason alapuld Gsszegzéfiiggvényt alkalmazunk, amely d; faktorral
fogja a bemenet hosszat csokkenteni. Az igy elsallt reprezentaciot X fogja jeldl-
ni.

3.2. ELECTRA

Az eredeti ELECTRA modell egy generator- és egy diszkriminator halobol all.
Mindkét halo transzformer architektiraju. Lényeges kiilonbség a komplexitéa-
sukban (paraméterszam) és a feladataikban van. A generatort joval kevesebb
paraméter alkotja, mint a diszkriminatort. Ennek egyik oka, hogy a generatort
az elGtanitas utan eldobjuk, a maésik, hogy komplexitasanak novelése nagyon
megnovelné a tanitas koltségét. Ezenfelill az erre iranyul6 kisérletek soran az
az eredmény adodott (Clark és mtsai, 2020), hogy a generator komplexitasanak
novelése nem vezet a diszkriminator teljesitményének javulasahoz.

A generator feladata megegyezik a maszkolt nyelvmodellezéssel (MLM). Be-
menetként a generdtormodell maszkolt széveget kap, és a maszkolt fragmensek
helyére jol illeszkedd szovegrészleteket javasol. A diszkrimindtor bemenete egy
olyan megvaltoztatott szekvencia lesz, amelyet a generator kimenetébdl allitunk
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Charformer \ . Encoder
—_—
{ block } { Upsample '—'@ Convolution —

Encoder
layers (x11)

I

1. dbra: A transzformer miikodésének javasolt modositasa, ahol az als6 kimenet
egy alulmintavételezett reprezentéciot ad, a fels6 pedig a bemeneti szekvenciaval
azonos méretiit. A & a 3.3 szekcidban bemutatott konkatenécios miivelet.

Ossze. Az eredetileg maszkolt elemek helyére a generator altal javasolt lehetséges
jeloltekbdl a Gumbel-Softmax eloszlas szerint mintavételeziink. Az igy elGallitott
pozicidkat korrupt pozicioknak nevezziik, amennyiben a korrumpélt token nem
egyezik meg az eredeti bemeneti tokennel. A diszkriminator feladata eldonteni
a szekvencia minden pozicidjarél, hogy az ott szerepls token korrumpalva lett-e
vagy sem.

Felttinhet a probléma, hogy ha a tokenizalast Charformer blokkal helyette-
sitjiik, akkor (a bemenet és kimenet hosszanak valtozasa miatt) nem vagyunk
képesek se a maszkolt nyelvi modellezés (MLM) hibajat meghatérozni, se min-
tavételezni. Ennek megoldasara a generatort byte-szinti maszkolt nyelvmodel-
lezésre és a maszkolt byte-ok visszaallitasara tanitjuk be, mig a diszkriminéitor
az egyes byte-ok korrumpaltsagat fogja ellenérizni. Ehhez helyre kell allitani a
transzformer kimenetét az eredeti szekvenciahosszra, amihez a kévetkezd modo-
sitasokat eszkozoljiik.

3.3. Transzformer

EmlékeztetSképpen a X jelolte a beagyazasunkat (1) a Charformer alkalmaza-
saval, X pedig ennek a d; faktorral ardnyosan alulmintavételezett valtozatat. A
most bemutatandé folyamatot az 1. abran is szemléltetjik.

Els6ként az alulmintavételezett reprezentacionkat tovabbadjuk L — 1 encoder
rétegnek. Ennek a kimenete hasznalhaté egyéb feladatokhoz — példaul szekven-
ciaosztélyozasnal — azonban az elGtanitashoz nekiink nem megfeleld.

1 o i i—1)y
hg() = Encoder,(X), hg() = Encoderi(h(j( )), i€{2,...,L—1}

Ahhoz, hogy a szekvencia hosszat visszaallitsuk, a Clark és mtsai (2021) al-
tal javasolt modszert alkalmazzuk. ElGszor a kiemenetet feliilmintavételezziik
olyan moédon, hogy minden vektort ds-sel aranyos mennyiségben megismétliink
egymas utan. Ezt kivetden az eredeti beagyazast (X) és a feliilmintavételezett
reprezentéaciot osszekonkatenaljuk a @ : R™*? x R?*¢ — R™*2¢ myivelettel. A
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feliilmintavételezett rejtett reprezentécio a kovetkezSképpen adodik:

hup = Conv(X & UPSAMPLE(h ™", d,), w),
ahol w a konvoliciés kernel szélessége, ami a mi esetliinkben mindig azonos
a maximalis blokkmeérettel (M). Tovabba a konvoluciora a kovetkezs teljesiil:
Conv : R7L><2d N R"Xd.
Erre a reprezentaciora még egy utolsé Encoder réteget alkalmazunk, hogy a
skalazott reprezentéciot finomitsuk.

hq(fg;) - EncodeTL(hup)

4. Konfiguracié

4.1. ELECTRA

Ahhoz, hogy a modelliink teljesitménye 6sszehasonlithato legyen a jelenlegi toke-
nizéléeljarasokat alkalmazé modellekével, a huBERT? tokenizalojaval is elgtani-
tunk egy ELECTRA modellt. A generator® és a diszkriminator* a Huggingface-
en kozzétett ELECTRA Base konfiguracio szerint lett inicializalva. Tovabba a
maximalis bemeneti szekvencia hossz 256-re van allitva. Erre a modellre egysze-

riien csak ELECTRA-ként fogunk hivatkozni.

4.2. Charmen ELECTRA

Az 3. szekciokban bemutatott modellt az abrakon csak Charmen-E-ként fog-
juk emliteni. Ezen kiviil, ha a feliillmintavételezett kimenetet hasznaljuk, akkor
azt kiilon jelezni fogjuk. A transzformer eredeti moduljait (encoder rétegeket, be-
agyazasokat) a Huggingface-en is talalhaté konfiguracio szerint inicializaltuk (be-
leértve mind a generétor-, mind a diszkriminator blokkot). A tokenizalé egységen
beliil két paraméter valtoztatasanak hatésat vizsgaljuk: a maximélis blokkmére-
tét (M € {4,6}), és az alulmintavételezési aranyét (ds € {2,4}). ds-sel aranyosan
a maximalis szekvenciahossz is valtozik, méghozza tugy, hogy az alulmintavéte-
lezett hossz megegyezzen az ELECTRA esetén alkalmazott értékkel (256).

5. ElStanitas

Az el6tanitas soran az ELECTRA modell két hibatag kombinéciojat veszi fi-
gyelembe. A generdtor paramétereit a maszkolt nyelvi modellezési hiba vissza-
terjesztésével tanitjuk, ami a keresztentropiaval van kifejezve. A diszkriminétor
tanitasahoz pedig a korrumpalt szévegrészek felderitésére vonatkozo hibat hasz-
naljuk, ami binaris keresztentrépiaval van meghatarozva. Felttinhet, hogy a ge-
nerator hibatagja konnyen elnyomhatja a diszkriminator hibajat (hiszen mig a

2 https://huggingface.co/SZTAKI-HLT/hubert-base-cc
3 https://huggingface.co/google/electra-base-generator
4 https://huggingface.co/google/electra-base-discriminator
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Batch-méret Lépések Tanitasi id6 M d, Szekvenciahossz Hiba |6

ELECTRA 16 500 000 =150 6ra — - 256 10.02 120M
Charmen ELECTRA 16 500 000 ~T78¢ra 4 4 1024 3.73 101M
Charmen ELECTRA 16 500 000 ~78¢ra 6 4 1024 3.56 101M
Charmen ELECTRA 16 500 000 ~63 6ra 4 2 512 4.27 98M
Charmen ELECTRA 16 500 000 =63 ora 6 2 512 3.59 98M

1. tablazat. Az elGtanitott modellek konfiguracioja, és az elGtanitassal jaro ids,
illetve hiba. ds az alulmintavételezési ardnyt, M pedig a maximalis blokkmeéretet
jeloli.

Model
30 —— Electra
Block 4 DS 2 SEQ 512
25 | —— Block 6 DS 2 SEQ 512

—— Block 4 DS 4 SEQ 1024

| Block 6 DS 4 SEQ 1024
20 |

Hiba

15

10

0 100000 200000 300000 400000 500000
Lépések

2. abra: Az egyes modellek elGtanitasa soréan a hiba valtozasa. ELECTRA a hu-
BERT tokenizaciés modellt takarja. A tovabbi 4 konfiguracié a Charmen ELEC-
TRA paramétereit irja le. Block a maximalis blokkméret (M), DS az alulminta-
vételezési arany (d), és SEQ a maximalis bemeneti szekvencia hossz.

generator egy sokosztalyos, addig a diszkriminator csupan egy binaris osztalyo-
zési feladatot 1at el), ezért bevezetiink egy silytényez6t az egyes hibatagokra,
Clark és mtsai (2020) nyoméan:

L(x,0) = MLgen(x,0c) + AoLpisc(x,0p),

ahol (A1, A2) a két hibataghoz tartozo sily. Az eredeti cikkben javasolttal meg-
egyez6 modon az (1,50) értékeket hasznaltuk a A sulyparaméterekre.

A modelleket a Hungarian Webcorpus 2.0° (Nemeskey, 2020) Wikipedia-
alkorpuszan tanitottuk, 500 000 lépésen keresztiil Gsszességében 16-os batch-
mérettel (8-as batch-méret/GPU). A tanitds soran 8 - 107> tanuldsi ratét hasz-
naltunk AdamW optimalizaloval (81 = 0.9,32 = 0.999,¢ = 1078, )\ = 0.01),
és linearis tanulasirata-litemez6t 15 000 lépéses warmuppal. Az igy eldallitott
modellek konfiguracioi részletesebben az 1. tdblazatban lathatoak.

Az elGtanitas soran a hiba valtozasat a 2. dbran lathatjuk, ez magéba fog-
lalja egyiittesen a generator és a diszkriminator hibajat is. Az abran az ELEC-

5 https://hlt.bme.hu/en/resources/webcorpus?
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TRA és Charmen ELECTRA modellek hib4ja van feltiintetve, ahol a Charmen
ELECTRA modellvaltozatok a konfiguracios értékeik szerint van megjelenitve.
Az abran beliil a Block a maximalis blokkmeéretet (M), DS az alulmintavételezé-
si aranyt (ds), a SEQ pedig a maximalis bemeneti szekvenciahossz értékét jeloli.
A Charmen ELECTRA hibaértéke els6 ranézésre joval kedvezSbbnek tiinhet,
azonban mivel az MLM feladat soran az ELECTRA nagyjaboél 32 000 lehetséges
kimenet koziil valaszt, mig a Charmen ELECTRA csupéan 263-bol, igy az utobbi
feladata konnyebbnek is tekinthet§. A Charmen ELECTRA modellek korében
a nagyobb bemeneti szekvenciahossz kedvezébbnek tekinthets (a modellezékeé-
pesség szempontjabol), ugyanakkor az abrarol leolvashato, hogy a hibacskkenés
szempontjabol a két vizsgalt szekvenciahossz, és a két vizsgalt blokkméret ese-
tében ellentétesen viselkednek a modellek.

6. Finomhangolas

A Charmen ELECTRA esetén szamos kérdést felvet, hogy mit tekinthetiink
egy tokennek, hiszen a Charmen ELECTRA altal hasznélt egyméas utani ka-
rakteregyiittesek akar szohatarokon is ativelhetnek. Ennél fogva a tokenszinti
osztalyozasi feladatok megvalositasa nem egyértelmd. Figyelembe véve, hogy az
ELECTRA és a Charmen ELECTRA més szinten reprezentalja az informaéci-
6t a kimeneten, igy Osszehasonlitasi alapnak a teljes szekvenciak osztalyozasara
vonatkozo feladat hasznélata mellett dontottiink.

A kvalitativ elemzéshez az OpinHuBank® (Mihaltz, 2013) adathalmazt va-
lasztottuk. Az adathalmaz érzelmi attittid (szentiment) osztalyozasi feladatot
definial. Osszesen 10 000 mondat alkotja, melyekhez entitasok tartoznak. Ezeket
a mondat—entitas-parokat 5 annotator pozitiv, negativ és semleges kategoridba
sorolta. A cimkét tobbségi dontés alapjan hatarozzuk meg, és ennek a meghata-
rozasa lesz a modell feladata.

A feladatot két felosztasban is megvizsgaljuk kovetve Hangya és mtsai (2015)
munkéjat. Az els6 esetben az Osszes cimkét megtartjuk az osztalyozashoz, a méa-
sodik esetben pedig csak a nem semleges polaritast hordozo6 cimkékkel dolgozunk.
Az adathalmazt 70% tanito, 10% validacios és 20% teszthalmazra bontottuk fel.

Tekintve, hogy a modelljeink elgtanitasa soran hiperparaméter-finomhangolast
nem végeztiink, igy egy stabilabb modell viselkedését is bevontuk az 6sszehasonli-
tasba. Ehhez a Webcorpus 2.0-n és a Wikipedia-alkorpuszon betanitott huBERT
modelleket is alkalmaztuk a kisérletekbe.

6.1. Hiperparaméterek

A modellek finomhangolasat 3 epochon keresztiil végeztiik. Ez eddigiekhez ha-
sonldan AdamW optimalizalot hasznaltunk (B; = 0.9, 82 = 0.999,¢ = 1078, \ =
0.1), 5- 107" indul6 tanulési rataval. A tanulasi rata értékét linearis iitemben
csOkkentettiik, és warmupot nem alkalmaztunk.

5 https://sites.google.com/site/mmihaltz/resources#h.p_ID_42
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#Lefagyasztott Rétegek‘ 0o 2 4 6 8 10 12

HuBERT|0.84 0.83 0.85 0.85 0.84 0.85 0.81

ELECTRA|0.74 0.74 0.74 0.73 0.74 0.75 0.77

Charmen ELECTRA|0.74 0.78 0.81 0.80 0.79 0.76 0.74

Charmen ELECTRA + Upsample|0.79 0.74 0.81 0.80 0.79 0.80 0.76

2. tablazat. A teljesitmény valtozasa a validaciés halmazon kiilonbozd szamu
lefagyasztott réteg alkalmazésa mellett haromosztalyos osztélyozas esetén.

Osztalyok Szama = 2 Osztalyok Szama = 3

0.85 Konfiguracié
mmm Electra

mmm huBERT
X === huBERT (wiki)
mmm Block 4 DS 2 SEQ 512
wwm Block 6 DS 2 SEQ 512
d wws Block 4 DS 4 SEQ 1024
I I Block 6 DS 4 SEQ 1024
0.60 . I

0.
Szétoredékes Charmen-E Charmen-E Upsample Szétoredékes Charmen-E Charmen-E Upsample
Model Model

Pontossag
) ) )
S S @
3 & 3

o
&

3. abra: A modellek teljesitménye két- és haromosztéilyos osztalyozasi felada-
tokon. Az utols6 négy konfiguracié a Charmen ELECTRA hasznalatanak le-
hetséges konfiguracidira vonatkozik. Block a maximalis blokkméret (M), DS az
alulmintavételezési ardny (ds), és SEQ a maximalis bemeneti szekvencia hossz.

A kisérletek soran a rétegek egy részét lefagyasztottuk ezzel csdkkentve az
tulillesztés esélyét és gyorsitva a tanitast, valamint csdkkentve a memoériahaszné-
latot. Az ehhez elvégzett kisérletek eredményeit a 2. tablazatban tiintettiik fel.
A tablazatban a harom osztalyt tartalmazo adathalmazon végzett eredmények
lathatok a validécios halmazon kiértékelve. Az eredmények alapjan a huBERT
esetén 10, az ELECTRA esetén 12, a Charmen ELECTRA mindkét lehetséges
kimenete esetén 4 réteg lefagyasztasaval kaptuk a legjobb eredményeket.

6.2. Eredmények

Az OpinHuBank-en végzett kisérleteink eredménye a 3. abran lathato. Itt fel
van tiintetve a két- (bal) és haromosztalyos (jobb) osztalyozasi eset is. Mindkét
abran harom részre osztva jelenitettiik meg az eredményeket. Az elsG csoportot a
szotoredéken alapulé szotarat hasznalé modellek, a masodikat a kimenet vissza-
skalazasa nélkiili Charmen ELECTRA-modellek, a harmadikat pedig a kimenet
felskalazasat hasznald6 Charmen ELECTRA modellek alkotjék.

A kizardlag a semlegestdl eltérs cimkéket hasznalo kétosztalyos feladat ese-
tében a magyar BERT modellek teljesitettek a legjobban, egyenként ~ 96% és
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4. abra: Charformer blokk altal tanult P matrix, amely az egyes pozicidkhoz
a blokkhoz tartozasi valdszintiségeket rendeli. Egyes karakterek az x-tengelyen
duplan jelenhetnek meg. Ennek az oka, hogy két byte-on vannak reprezentalva.

~ 94%-o0s teljesitménnyel. Ezeket koveti a Charmen ELECTRA-modellek t6bb-
sége 82% és 86% kozotti teljesitménnyel, amelyek mogott kiemelkedSen rossz
teljesitményt nytdjtva kullog az 512-es szekvenciahosszt és 6-os blokkmeéretet
hasznal6o modell. A szotoredékeket hasznalo ELECTRA teljesitménye pedig a
legrosszabb mind koziil. Ugyanezt a tendenciat vehetjiik észre a haromosztalyos
esetben is, annyi kiilonbséggel hogy az ELECTRA modell relativ teljesitménye
valamivel jobb lett. Els6 ranézésre meglepd, hogy a harom egyébként legrosszab-
bul teljesité modell abszolut teljesitménye javult a nehezebb feladaton, mig a
tobbi modellé érthetd moédon romlott. A magyarazatot abban lathatjuk, hogy a
mondatok ~ 74%-a tobbségi dontés szerint semleges az OpinHuBank-ben, és a
gyengébb modellek a leggyakoribb cimkét preferaljak.

Binaris és haromosztalyos esetben a két huBERT modell teljesitett a legjob-
ban, meghaladva az OpinHuBank adatbéazison eddig k6zo6lt korabbi legjobb ered-
ményeket (Hangya és mtsai, 2015). A tokenizalémentes Charformer-modelleknek
a huBERT-énél valamivel rosszabb teljesitménye nem igazan okozott meglepe-
tést. Egyrészt a huBERT egy nagyon jol tanitott modell, masrészt az iroda-
lomban korabban vizsgalt esetekben (Tay és mtsai, 2021; Clark és mtsai, 2021)
is a tokenizalémentes modellek valamivel mindig a fixen toredékesitett tarsaik
mogott végeztek. Cserébe viszont — mint ahogy az 1. tdblazatban is lathato —
gyorsabb és kisebb modellt kapunk, ami maga alakitja ki a befoglalé kontextus
fiiggvényében a szotoredékeket. A fixen tokenizalt ELECTRA-val Gsszevetve,
amely azonos koriilmények kozott lett tanitva, mint a Charmen ELECTRA, si-
kernek konyvelhet§ el a teljesitménye.

7. Charformer belsd reprezentaci6ja

A Charformer blokk altal kialakitott belsd tokenizacio, valamilyen szinten vissza-
fejthet6 a modellbél. Amennyiben visszatekintiink az (1) egyenletre, észrevehet-
jik, hogy P a poziciok egyes blokkokhoz tartozasi valoszintiségét reprezentélja.

Ennek a P matrixnak a reprezentaciojat lathatjuk a 4. abran. Ezt a matrixot az
1024 hosszii bemeneti szekvenciahosszal, 6-os blokkmérettel, és 4-es alulminta-
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vételezési faktorral rendelkez6 Charmen ELECTRA modell adta. Lathato, hogy
a modell a byte-szint{ reprezentaciot preferalja, ami nem feltétlen megleps. Az
el6tanitds soran byte-szinten maszkoltunk, és a diszkriminator is byte-szinten
hozott dontést. Valdszintileg ennek kdszonhetSen alakult ki ez a klaszterezett-
ség.

7.1. Charformer alapt tokenizalas

Amennyiben a P matrixot atmeneti valoszintiségeknek tekintjiik, agy képesek
vagyunk fix szegmenseket felismerni a szévegben. Ezzel elGallitva egy valoszint
ahol az allapotok valészintisége az adott korpuszon kiszamitott n-gram val6szi-
niiségek lesznek. A mi esetiinkben n = {1,2,3,4,5,6} mivel 6 blokkunk van.
A fenti modell segitségével 1étrehozott reprezentacioé alapjan az emlitett al-
goritmussal elGallitott tokenizalasra az alabbiakban mutatunk be néhany példat:
— ’A toke’, 'nizal’, ’as n’, ’ehéz!’
— A’ 7 kutya’, ’ szav’, 'unk er’, ’edeté’; r’, ’e tob’, 'b’, ’ felt’, 'étel’, ’ezés’, ’
van.’
— ’A’, 7 biol’, ’ogia’, ’ szot’, 7 el6s’, 'zor M, ’icha’, ’el Ch’, ’r’, ’istoph’, * Hanov’,
»ném’, et fil’; ’ozofu’, ’s’, 7 hasz’, 'n’, ’alta’, > 1766, -ban ’, ’egyik ’, 'k,
’6nyve’, ’ c¢im’, ’ében.’

Vegyiik észre, hogy a blokkméretek merev korlatozé tényezéként hatnak az egyes
szotoredékek kialakulasa soran. Tehat a Viterbi-algoritmus nem tud hosszabb
szotoredéket Osszerakni, mint példaul hogy ‘ehéz!” (az € karakter 2 byte-ot tesz
ki az UTF-8 szerinti kodolasa miatt).

8. Konklazié

Cikkiinkben bemutattuk egy tokenizélasmentes megkozelitését az ELECTRA
modellnek. Bar teljesitménye nem éri el a huBERT modellét, tanitdsa a hu-
BERT tanitasahoz sziikséges eréforrasigényének toredéke volt csupan. Igy joval
kisebb és gyorsabb modellt kaptunk, amely az azonos koriilmények kozott ta-
nitott merev tokenizaldson alapulé ELECTRA modellnél jobban teljesit. Kuta-
tasunk tovabbi eredménye, hogy a huBERT modell finomhangolésaval az Opin-
HuBank adatbazison a korabbi legjobb eredményeket meghalad6 osztéalyozasi
teljesitményt kaptunk.

Koszonetnyilvanitas

A dolgozatban szerepld kutatési eredmények létrejottét az Innovacios és Tech-
nolégiai Minisztérium és a Nemzeti Kutatési, Fejlesztési és Innovacios Hivatal
tamogatta a Mesterséges Intelligencia Nemzeti Laboratérium keretében.
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Abstract. Although there are a couple of open-source language pro-
cessing pipelines available for Hungarian, none of them satisfies the re-
quirements of today’s NLP applications. A language processing pipeline
should consist of close to state-of-the-art lemmatization, morphosyntac-
tic analysis, entity recognition and word embeddings. Industrial text pro-
cessing applications have to satisfy non-functional software quality re-
quirements, what is more, frameworks supporting multiple languages are
more and more favored. This paper introduces HuSpaCy, an industry-
ready Hungarian language processing toolkit. The presented tool pro-
vides components for the most important basic linguistic analysis tasks.
It is open-source and is available under a permissive license. Our system
is built upon spaCy’s NLP components resulting in an easily usable, fast
yet accurate application. Experiments confirm that HuSpaCy has high
accuracy while maintaining resource-efficient prediction capabilities.

1 Introduction

Basic natural language processing tasks such as tokenization, sentence splitting,
part-of-speech tagging, lemmatization, dependency parsing and named entity
recognition are amongst the most widely studied problems in natural language
processing. Several text analysis applications have been developed during the
last decades for both English and other less-resourced languages such as Hun-
garian. However, a large majority of them solely focus on achieving high scores
on artificial benchmarks and ignore the importance of practical usability.

In this paper we introduce HuSpaCy, an industry-strength Hungarian text
processing pipeline capable of parsing and tagging texts with high accuracy
on limited computational resources. Our system is built upon spaCy’s! NLP
components, which means that it is fast, has a rich ecosystem of NLP applications
and extensions, comes with extensive documentation and a well-known API.

! https://spacy.io/
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First, we give an overview of the underlying models, then rigorous evaluation
is presented using various datasets. Finally, experiments are presented confirming
that HuSpaCy has high accuracy in many subtasks while maintaining resource-
efficient prediction capabilities.

2 Background

2.1 Demands for a language processing pipeline in the 2020s

Starting from the release of the Penn Treebank (Marcus et al., 1993) in 1992,
the research community developed language processing tools for particular tasks,
like tokenization, part-of-speech tagging etc. These tools are usually run in a
sequence and form a pipeline. In the 2000s, many language-specific corpora and
treebanks were developed along with such pipelines. Hungarian was among the
best supported languages (Simon et al., 2012) ten years ago.

In the early 2010s, Universal PoS (Petrov et al., 2012) and Universal De-
pendency (Nivre et al., 2016) labeling schemata were developed with the goals
of "cross-linguistically consistent treebank annotation for many languages” and
“facilitating multilingual parser development, cross-lingual learning, and parsing
research from a language typology perspective.” Many language-specific pipelines
changed their representations to these universal annotation schema, but most of
them stayed in their own software architecture. Industrial NLP applications are
frequently multi-lingual, i.e. the same NLP task has to be solved in several lan-
guages. The demand for standardization over languages is high in commercial
partners. Beyond universal PoS and dependency annotations, companies who are
not NLP experts but want to apply language processing tools prefer multilingual
software frameworks and make business decisions to support Hungarian, based
on the availability in multilingual frameworks.

The last five years of NLP are dominated by neural language models (NLM)
and the applications based on them (Young et al., 2018). Academic research has
introduced various deep learning methods outperforming previous state of the
art in many areas. Such systems usually employ a single neural network pro-
viding end-to-end NLP solutions without the need for specific pipeline steps.
Also, several pre-trained multilingual NLMs are becoming available which pro-
vide standardized solutions for many languages. Regardless of the multilingual-
ity and the high accuracy of deep learning solutions, a lot of critiques have been
raised by real-world industrial NLP projects recently.

These are as follows: deep learning solutions often require far more com-
putational resources compared to classic solutions. They heavily rely on GPU
acceleration along with significant memory consumption. What is more, their
running costs are usually 10 or even 100 times higher than that of alternative
solutions. These drawbacks are questioning the commercial return of the ac-
curacy gain. We also note that modern NLP pipelines consist of static word
embedding representations and use deep learning for individual pipeline steps
as well, hence, the advantage of large neural end-to-end systems might be very
small.
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Another industrial demand about language processing systems is to provide
human-readable output. Most of the industrial applications are fully or par-
tially rule-based solutions, as (enough) training data for a pure machine learn-
ing solution is not available. And there is no free lunch! Each and every real-
world application has its own requirements. Rule-based components of these
real-world applications require language-specific representations which can be
used for defining rules. Such human-readable representations consist of tokens,
lemmata, part-of-speech tags, morphological features, dependency parse trees
and named entities. Static word embeddings are often integral parts of indus-
trial applications, as many practical algorithms (e.g. semantic textual similarity
methods) heavily rely on them.

2.2 Requirements for industrial-strength language processing
pipelines

Considering decades of experience of practical NLP applications, developing an
“industrial-strength” text processing system is a challenging task. First of all,
such a tool should tackle the most important text preprocessing tasks including
tokenization, sentence splitting, PoS tagging, lemmatization, dependency pars-
ing, named entity recognition and word embedding representation.

Next, the application 