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MESSAGE FROM PRIA-11-2013 CHAIRS 

 
It is both an honor and a pleasure to hold the 11th International Conference on PATTERN 

RECOGNITION and IMAGE ANALYSIS: NEW INFORMATION TECHNOLOGIES (PRIA-11-
2013) at the S.P.Korolyov Samara State Aerospace University (National Research University) and 
the Image Processing Systems Institute of the Russian Academy of Siences (Samara, the Russian 
Federation), hosted by the National Committee of the Russian Academy of Sciences for Pattern 
Recognition and Image Analysis and the A.A.Dorodnicyn Computing Centre of the Russian 
Academy of Sciences (Moscow, the Russian Federation). The conference is supported by the 
Russian Foundation for Basic Research, Information Research and Development, Ltd. (Moscow, 
the Russian Federation) and Open Join-Stock "Samara-Informsputnik"(Samara, the Russian 
Federation). 

This is the latest in a long line of the premier international conference in the field of pattern 
recognition and image analysis, held under the auspices of the National Committee of the Russian 
Academy of Sciences for Pattern Recognition and Image Analysis and of the International 
Association of Pattern Recognition (TC 16) in accordance with the List of meetings, conferences, 
congresses, symposia, workshops and schools of the Russian Academy of Sciences in natural and 
social sciences for the year of 2013. 

PRIA-11-2013 is the main international conference in the Russian Federation and Central and 
Eastern Europe in the field of pattern recognition and image analysis. The previous PRIAs 
conferences were held in Minsk, Byelorussia (PRIA-1-91, 1991), Ulyanovsk, the Russian 
Federation (PRIA-2-95, 1995), Nizhny Novgorod, the Russian Federation (PRIA-3-97, 1997), 
Novosibirsk, the Russian Federation (PRIA-4-98, 1998), Samara, the Russian Federation (PRIA-5-
2000, 2000), Veliky Novgorod, the Russian Federation (PRIA-6-2002, 2002), St.-Petersburg, the 
Russian Federation (PRIA-7-2004, 2004), Yoshkar-Ola, the Russian Federation (PRIA-8-2007, 
2007), Nizhny Novgorod, the Russian Federation (PRIA-9-2008, 2008) and St.-Petersburg, the 
Russian Federation (PRIA-10-2010, 2010). 

PRIA-11-2013 included:  

 the conference itself; 
 tutorials; 
 exhibition of image analysis and pattern recognition software products; 
 meeting of the National Committee of the RAS for Pattern Recognition and Image Analysis; 
 meeting of the IAPR Technical Committee 16 "Algebraic and Discrete Mathematics Techniques 

in Pattern Recognition and Image Analysis"; 
 social program. 

The theme of PRIA-11-2013 is "Knowledge Itself is Power: the Russian Academy of Sciences 
lived, the Russian Academy of Sciences lives, the Russian Academy of Sciences will live 
eternally”. The conference is a multi-track international forum for discussions on recent advances in 
fundamental and applied researchin the field of prospective information technologies for pattern 
recognition, image analysis and artificial intelligence, such as follows: 

a) formulating, analysing, and solving of mathematical problems arising in the development and 
implementation of data transformation and estimation methods in pattern recognition, 
classification, and forecasting, with input data represented in the form of numerical and text 
arrays, expert data, signals, images, time-domain series, and random multidimensional fields;  

b) image processing, analysis, recognition, understanding, and synthesis (including computer 
graphics, visualization, and virtual reality); 

c) speech processing, analysis, recognition, and synthesis; 
d) development, investigation, modification, and systematization of mathematical and 

computational methods providing the algorithmic foundation for information technologies; 
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e) development of methods for the computer-aided synthesis and testing information technologies; 
f) development of dedicated information technologies (for classes of problems and subject 

domains); 
g) development and implementation of general-purpose toolkits, databases, and knowledge bases 

to support information technologies for pattern recognition, image analysis, speech analysis and 
synthesis, and signal processing; 

h) development, adaptation, and implementation of methods to handle off-standard, critical, and 
mass-scale tasks of pattern recognition and image, speech, and signal analysis and 
understanding. 

The main topics of PRIA-11-2013 Scientific Program are as follows: 
1. Mathematical Theory of Pattern Recognition. 
2. Mathematical Theory of Image Processing, Analysis, Recognition and Understanding. 
3. Mathematical Theory of Speech Processing, Analysis, Recognition and Understanding. 
4. Models, Methods and Tools to Represent the Initial Data for Pattern Recognition, Image and 

Signal Analysis. 
5. Automation of Information and Knowledge Extraction, Processing and Estimation in Solving 

Pattern Recognition, Image, Speech and Signal Processing, Analysis and Understanding Tasks. 
6. Information Technologies and Software for Pattern Recognition, Image, Speech and Signal 

Processing, Analysis and Understanding. 
7. Databases, Knowledge Bases, and Linguistic Tools Supporting Information Technologies for 

Pattern Recognition, Image, Speech and Signal Processing, Analysis and Understanding. 
8. Special-Purpose Architectures, Software and Hardware Tools Supporting Information 

Technologies for Pattern Recognition, Image, Speech and Signal Processing, Analysis and 
Understanding. 

9. Neural Networks for Data Processing, Analysis and Interpretation. 
10. Algorithms, Software and Information Technologies for Intellectual Geographic and 

Cartographic Information Systems. GIS Technologies. 
11. Algorithms, Software and Information Technologies for Biomedical and Biotechnical Systems. 
12. Algorithms, Software and Information Technologies in Bioinformatics and Medical 

Informatics. 
13. Video Processing and Analysis. 
14. Computer Graphics, Visualization, and Virtual Reality. 
15. Optical and Digital-Optical Systems for Image and Signal Processing and Analysis. 
16. Applied Problems being Solved via Pattern Recognition, Image, Speech and Signal Processing, 

Analysis and Understanding Approaches and Techniques. 
17. Visual and Speech Perception. 
18. Multimedia Technologies. 

The scientific Program of PRIA-11-2013 included 210 papers (21 Plenary and invited papers, 
2 tutorials, 72 session papers, 112 posters, 3 exhibits). These presentations were organized into four 
main tracks, some with associated themes: 
 Track 1 "Mathematical Methods in Pattern Recognition" (12 session papers, 4 posters); 
 Track 2 "Representation, Processing, Analysis, and Understanding of Images" (32 session 

papers, 28 posters); 
 Track 3 "Software and Hardware for Pattern Recognition and Image Analysis" (9 session 

papers, 19 posters); 
 Track 4 "Applied Problems" (19 session papers, 61 posters). 

PRIA-11-2013 Proceedings records the contributions presented at the conference. They are a 
witness to the continuous advances being made by the pattern recognition and image analysis 
community in fundamental research and to the associated impact on the technological developments 
that reach the market place. 

In putting the Proceedings together, many played a significant role which we would like to 
acknowledge. First of all our thanks are due to the authors who have contributed their work into the 
conference. Second, we owe immense gratitude to the Program Committee members and reviewers 
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for their dedicated effort in evaluating the submitted papers and in providing the necessary decision 
support information. Third, our gratitude to the staff of the Local Committee for technical 
implementation of Proceedings preparation and production. 

We appreciate contribution of the PRIA-11-2013 sponsors: 
 The Mathematical Sciences Branch of the RAS; 
 The Open Join-Stock "Samara-Informsputnik"(Samara, the Russian Federation) 
 The Information Research and Development, Ltd. (Moscow, the Russian Federation). 
 The Russian Foundation for Basic Research. 

We hope that the Proceedings, following the tradition of all PRIA conferences, will not only 
impact on the current research of the readers but will also represent important archival material to 
which future generations of researchers in pattern recognition and image analysis that will be 
returning for years to come. 

Full texts of PRIA-11-2013 papers presented by the authors at the conference and 
recommended by the Program Committee will be published in the year of 2014 as special issues of 
the international journal "Pattern Recognition and Image Analysis. Advances in Mathematical 
Theory and Applications" (Pleiades Publishing Ltd./c/o INTERNATIONAL ACADEMIC 
PUBLISHING COMPANY "Nauka/Interperiodica", Moscow, distributed worldwide by 
SPRINGER). 

 
Conference Chair Professor, Full Member of the RAS Yuri Zhuravlev, Chair 

of the National Committee of the Russian Academy of 
Sciences for Pattern Recognition and Image Analysis, 
Dorodnicyn Computing Centre of the Russian Academy of 
Sciences, Moscow, the Russian Federation, zhur@ccas.ru 
 

Program Committee Chair 
 

Professor Heinrich Niemann, Friedrich-Alexander-
University of Erlangen-Nuremberg, Erlangen, Germany, 
niemann@informatik.uni-erlangen.de 
 

Conference Vice Chairs Dr.-Eng. Igor Gurevich, Scientific Secretary of the National 
Committee of the Russian Academy of Sciences for Pattern 
Recognition and Image Analysis, Dorodnicyn Computing 
Centre of the Russian Academy of Sciences, Moscow, the 
Russian Federation, igourevi@ccas.ru 
 
Professor, corresponding member of the RAS Victor Soifer, 
Image Processing Systems Institute of the Russian Academy 
of Sciences, Samara, the Russian Federation, ipsi@smr.ru 

  
Local Committee Chair Professor Vladislav Sergeev, Image Processing Systems 

Institute of the Russian Academy of Sciences, Samara, the 
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SOFTWARE TECHNOLOGY OF IMPACT CRATERS DETECTION ON 
SPACE IMAGES1 

А.А. Buchnev2,3, V.P. Pyatkin2,4 
Buchnev А.А., Pyatkin V.P. Software technology of impact craters detection on space images 

2 Institute of Computational Mathematics and Mathematical Geophysics SB RAS, 
Academician Lavrentiev Av., 6, Novosibirsk 630090, Russia, Tel. (+7-383)330-73-32, 

E-mail: 3 baa@ooi.sscc.ru, 4 pvp@ooi.sscc.ru, sgi@ooi.sscc.ru 

In  geological  studies  of  the  Earth  from  space  and  in  the  problem  of  the  Earth  space 
protection  there  is  an urgent  need  to  study  the processes of  celestial  bodies  falling  to 
Earth  and  mapping  these  places.  In  article  available  nonparametric  statistical  test  to 
detect  the  circular  structures  in  space  pictures  representing  the  impact  craters  on  the 
Earth's surface is discussed. We also consider issues related to software implementation 
of the algorithms. The processing results of real space images confirm the effectiveness 
of the proposed statistical approach to the detection of impact craters on Earth's surface. 

 
Introduction 

The  program  of  applied  remote  sensing  of  the 
Earth  from  space  is  vast  and  varied  [1].  In 
geological studies of the Earth from space and in 
the problem of the Earth space protection there is 
an urgent need to study the processes of celestial 
bodies falling to Earth and mapping these places. 
Materials  aerospace  survey,  which  showed 
widespread circular formations in the structure of 
the  crust  (see  http://tsun.sscc.ru/nh/edeis.html), 
led to widespread interest in them on the part of 
researchers impact craters on the Earth's surface 
and geologists. 

Statistical approach for circular structures 
detection  

When processing of satellite images to detect the 
objects of  interest,  for a number of  reasons,  the 
preference given to the statistical approach [1-4]. 
The  main  reason  is  that,  due  to  the  random 
nature  of  the  natural  processes,  the  remote 
sensing  data  (spectrum  superposed  image) 
contain  a  lot  of  random  variations  masking  the 
distinctions in the values of the brightness of the 
image  points  of  the  object  area  and  the 
background  area.  The  random  variables  which 
values  are  obtained  from  measurements 
(observations) in the image points are called the 
observed  random  variables.  In  such  a  situation, 
reliable  detection  algorithms  of  detection  can 
only  be  built  with  the  help  of  the  probabilistic 

(statistical)  approach.  In  this  way,  the  best 
algorithm  may  be  obtained  if  the  probability 
distribution of the values of the observed values 
at  the  points  of  the  object  and  the  background 
area  are  known  in  advance.  However,  the 
distribution of each image may be the same and 
may vary even within the single image, so they 
are usually not known to the observer in practice. 
We  only  know  that  they  are  continuous.  Here 
nonparametric  criteria  are efficient  to detect  the 
objects,  as  criteria  statistics  distributions  don’t 
depend  on  distributions  of  studied  values 
(unknown  to  an  observer),  when  objects  are 
absent  in  the  field  of  vision.    The  detection 
scheme is as follows. All (or almost all) possible 
positions of  the  objects  of  interest  are  analyzed 
sequentially (or in parallel). It is considered, that 
in the investigations of each possible position of 
the  object,  all  the  observed  quantities  are 
measured  in  the  points  that  are  rather  far  from 
each  other  in  the  image  so  that  they  can  be 
considered  as  statistically  independent  jointly 
when  there  is  no object  in  the  field of view.  In 
each situation, to minimize the risk of making a 
wrong conclusion, we should check the statistical 
hypothesis that the random variables observed in 
the  tested  points  of  the  object  and  the 
surrounding  background  points  are  identically 
distributed  (homogeneous),  indicating  the 
absence of the object.  
The  detection  of  poorly  visible  objects  which  
form is close to a circle (disc) and other objects 
with  the  form known to  the observer, when  the 
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homogeneity  of the background in diameter (or 
width) of the object does not take place, can be 
realized by detecting  their edges.  If we want  to 
take  more  simple  algorithm  (or  algorithms)  of 
edges detection of the object which is close to a 
circle, it is enough to take the observation in the 
points,  located  only  at  two  circles  with  a 
common center, close to the center of a possible 
(audited)  position  of  the  object,  and  with  such 
radii that the edge of the object (in the case of the 
object  presence)  is  located  within  the  band 

between  the  two  circles.    Suppose  for 

ki ,...,1    i  and  i  –  the values observing in 
the points of intersection of  the line  i-th normal 
to  check  the  position  of  the  object  edge  with 
these  circles,  i.e.  at  the  points  of  the  checked 
object area and in the closely related points in the 
surrounding  background  of  the  object 
respectively, and let the observer know  from the  

past  experience      that  the  brightness  i   at  the 
points of the object area is stochastically more or 

less  than  the  brightness  i   at  the  points 
background.  Then,  to  test  the  hypothesis  of 
homogeneity,  one  can  use  the  well-known  in 
mathematical statistics criterion of signs (in this 

case) the differences ii  - . To make possible to 
use a more efficient  test we should  increase the 
number of observed values for each normal. The 
first step in this direction is to attract the elements 
at  the circle of  a  larger  radius.  Let’s denote  the 

values 1i ,  2i observing at the line of i-th normal 
in this case. According to the results of the works 
[3-4]  we  consider  the  following  statistics:
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, where  - 
a guaranteed level of significance criterion. Since 

the  left  side  is  increasing  with  decreasing      
discretely, a  true significance level of  two-sided 
criteria,  which  was  introduced, may  turn out  to 
be  significantly  less .      The  ring  object  is  a 
fuzzy  ring,  close  to  round,  i.e.  a  closed  fuzzy 
band.  These  objects  can  be  detected  using  a 
criterion  similar  to  the  above.  The  observed 
values should be taken similarly on the sequence 
of  normals,  but  now  to  the  midline  of  the 

checked position of the band, and the values  1i  

and  2i  are taken at the points on opposite sides 
of  the  checked  position  of  the  band,  and  the 

values  i  - at the points belonging to the area of 

the band itself.  Statistics
S ,

-S , 
0S  and criteria 

are defined using the same formulas.  

Software technology of impact craters 
detection 

The  implementation  of  algorithms  for  the 
detection  of  circular  objects  is  a  part  of  the 
software  package  PlanetaMonitoring  for 
aerospace images processing [5]. The full set of 
complex  operations  PlanetaMonitoring  allows 
building  the  software  technologies  aimed  at 
specific  applications.  In  particular,  one  of  the 
technologies  is  technology  of  the  circular 
structures detection  in  the  satellite  images. This 
technology is divided into two steps – the step of 
the preparing of processed image and the actual 
step  of  the  required  shape  structures  detection. 
The first step is required in the cases when the 
earth  area of  researchers’  interest  is  covered by 
several  satellite  images  obtained  at  different 
times and with different conditions of  the space 
survey. In the general case, this step requires the 
following operations:  

1. Enhancement  of  brightness  and  contrast 
characteristics  of  satellite  images  obtained  at 
different times. In particular, the technique of the 
reference stretch [6], in which the brightness and 
contrast  characteristics  of  the  images  are 
stretched  either  the  characteristics  of  a  picture 
which  is  selected  as  a  reference  (base)  or  the 
characteristics of  the Gaussian distribution with 
the specified parameters, is used.  

2. Build a digital map of  the desired part of 
the earth surface.  Map building is the creation of 
a clean map sheet with the specified parameters 
(the  type  of  projection,  the  coordinates  of  the 
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northern  and  southern  latitudes,  the  coordinates 
of  the  western  and  eastern  longtitudes,  the 
parameters  of  coordinate  grid,  map  resolution) 
and  subsequent    plotting  of  the  existing  digital 
information  about  geographic  features  of  the 
specified  area  on  this  sheet.  The  use  of  GIS 
ArcView  shape  files  is  preferred  as  the 
information contained there is more detailed than 
in files of other formats.  

3. Successive mapping of satellite images on 
the map which has been made. The mapping is 
based on the mechanism of control points where 
identifiable objects of the image and the map are 
labeled as the same. By the set of control points 
of the image and the map the polynomial of the 
given  degree  (first,  second  or  third)  is 
constructed,  with  the  help  of  which  you  are 
mapping. There may be used one of three types 
of interpolation of pixel values: no interpolation, 
bilinear or bicubic interpolation.  

4. The construction of the single image from 
the  resulting  projections  of  the  images  on  the 
map (mosaic). 
The  following  figures  illustrate  the  results  of 
operations  of  this  step.  Fig.  1  and  2  show  the 
images  of  impact  craters  Kurai  obtained  by 
satellite  SPOT-4  (resolution  20  m)  08.10.2007 
and  14.05.2012  respectively.  Note,  that  all 
satellite  images  used  for  experiments  were 
kindly provided by Siberian Center FGBU "SRC 
“Planeta". Fig. 3 shows the results of operations 
of the first step with respect to the original space 
images.  
The content of  the second of  the above steps  is 
the software implementation of the algorithm of 
the circular objects detection in satellite images. 
For  the  working  of  the  procedure  a  set  of 
parameters is given, the main ones are the radius 
of  the  circular  object  (the  setting  of  a  range  of 
values  is  possible),  the  allowable  probability  of 
false  detection  of  the  object,  the  distance  from 
the expected position of the object to measure the 
values  of  the  pixels  and  the  number  of  such 
measurements along the circle. The main part of 
the  procedure  is  to  calculate  the  previously 

mentioned  statistics S   and  -S   on  the  base  of 
the  analysis  of  the  values  of  the  image  pixels 
along the normals to the expected position of the 
object. For each possible position the decision of 
the  object  presence  is  made  by  the  result  of 

comparing of the counted statistics  S  and   -S  

values  with  the  predefined  threshold  values 
obtained on the basis of input parameters. Fig. 4 
shows the result of applying of the second step to 
the image in Fig. 3. 

 
Fig. 1.  08.10.2007 

 

 
Fig. 2.  14.05.2012 

The analysis of pixel values used to build the 

statistics  S  and  -S  is time-consuming when 
it’s  executed  sequentially.  Therefore,  two 
parallel  implementation  of  the  algorithm  of 
circular structures detection are designed. One 
of  them  is made  in  the parallel programming 
system  MPI  (Message  Passing  Interface)  at 
the  process  level,  which  provides  portability 
of  software  to  various  multiprocessor 
systems.  The  second  implementation  is 
achieved  by  means  of  the  Windows  at  the 
level  of  threads:    the  number  of  running 
threads  is  equals  the  number  of  logical 
processors.  Each  process  (or  thread),  having 
the  total  number  of  processes  and  its  own 
number, determines the horizontal band of the 
image  to  be  processed.  The  bands  of  the 
neighboring  processes  overlap  and  the  depth 
of  the  overlap  depends  on  the  radius  of  the 
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detected  objects.  Besides  crater  Kurai, 
numerous experiments with space images that 

contain other reliable impact structures of the 
Earth were studied during the work.  

   

 
Fig. 3. The result of the operation of the first stage 
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Fig. 4. The result of the detection of impact crater Kurai 

 

Conclusion 

  Let's  notice  that  for  the  first  time 
elements of the described program technology 
(the  truth,  with  other  criterion)  were  used  at 
detection  of  an  impact  crater  of  Zhamanshin 
in  Northern  Priaralye  [5].    The  developed 
software allows to detect on space images not 
only  circular  structures,  but  also  contours  of 
any  form.  In  this  case  contours  are 
interpolated  by  chains  of  the  linear  elements 
(lineaments),  which  construction  is  made 
according to the algorithm given above.  
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The problem of distinguishing of 3D objects reconstructed from their projections on the 
underlying  surface  are  solved.  Reconstruction  are  performed  by  the  information 
contained  in  the  contours  of  the  projections.  Methods  of  retrieval  and  detection  of 
conjugated points which are required for calculation of coordinate of 3D object contour 
points are substantiated. Algorithm of extracting of its mathematical model in the form 
of spatial contour which are uniquely pass through all vertices of object are created. The 
optimal  maximum-likelihood  algorithm  of  distinguishing  the  noised  reconstructed  3D 
object has been synthesized and its effectiveness has been determined experimentally. 

 

Introduction 

The report examines one of the approaches  to 
the  discrimination  of  the  three-dimensional 
objects located on the underlying surface. The 
concretization  of  the  problem  within  the 
framework of the problem lies  in  the fact  that 
distinguishing  objects  are  defined  by  a  series 
of  their  shadows.  The  evolution  of  modern 
three-dimensional  modeling  technology 
stimulates  the  design  and  construction  of 
multi-functional  machine  vision  systems  for 
three-dimensional  imaging  of  objects  located 
in  the  free  space  and  the  underlying  surface. 
The  distinction  between  these  objects  is 
important  for  remote  sensing  space  systems, 
airborne  survey  of  radio  and  laser-radar  and 
optical  earth  observation  systems  installed  on 
the aircraft. 
For  distinguishing  of  object  in  terms  of  base 
problem  solving  approaches  [1,  2]  it  is 
necessary  to  have  the  normalized 
mathematical models of an etalon objects  mV , 

1,...,1,0 - Mm ,    and  a  distinguishing  object 

W ,  the  measure  apparatus  and  the  decision-
making  rules  based  on  their  comparison. 
Although  etalon  objects  mV   are  likely  to  be 

available  to  the  developer,  but  their  three-
dimensional  nature  creates  obstacles  to  get 
adequate  and  at  the  same  time  simple  and 
resistant to noise mathematical models. 
Distinguishing  object  W  the  distance  is 
usually much greater  than the size of the base 

which can be  implemented with  the hardware 
platform.  Therefore,  the  rays  reflected  or 
modulated  by  an  object  and  received  by  a 
space-distributed  sensors  that  have  small 
divergence angle, which leads to a weak stereo 
effect.  But  even  in  those  cases  when  it  is 
possible  to  obtain  detailed  three-dimensional 
image of the object  W,  the part of its surface 
is outside the field of view sensors. Therefore, 
to  obtain  an  adequate  mathematical  model  of 
the  object  W  must  have  a  series  of  its 
projections  nW ,  ,...1,0n .,  by which one can 

calculate  the coordinates of  the points  located 
on its surface. 
Distinguishing  object  W  is  formed  by  the 
transformation  of  one  of  the  etalon  objects 

mV  from alphabet  1
0}{ -

 M
mmAA . All vectors 

of the etalon objects have the dimension s. For 
specificity  we  consider  such  an  object  as 
object  lW   of  a  class  lA   and  we  call  it  a 

prototype.  Transformations  of  prototype  lW  

are the rotation angle   around the axis with 

the  direction  vector  ρ,  the  cyclic  shift  by  the 

value  d ,  1,..,1,0 - sd ,  of  components  its 

vector,  the  scale  and  the  noise  masking. 
Parameters  l ,   ,  ρ  and  d   are  considered 

unknown.  Apparatus  for  determining  the 
similarity  measure  of  the  signals  obtained  on 
the  basis  of  mathematical  models  WD   and 

mD   spatial  objects  W  and  mV   is  based  on 

the calculation of the functional in the form of 
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a  normalized  scalar  product  (NSP)  of  the 
vectors  WD   and  mD ,  1,...,1,0 - Mm .  The 

goal of the paper is to provide an optimal 
maximum likelihood algorithm for 
distinguishing the object W from its 
projections nW , ,...1,0n , under a priori 

uncertainty of parameters l ,  , ρ and d . 

Feature of the algorithm is that the projections 
of  the  object  W  are  the  images  of  his 
shadows. 

Formation of mathematical models of the 
distinguishing objects 

Shadow  image  of  the  object  is  characterized 
by a constant value of brightness. The samples 
of  the  brightness  of  the  shadow  points  have 
strong  internal  correlation  and  so  have  little 
information.  Useful  information  about  the 
shape of the object  W is contained only in the 
shadow of the contour. The transition from the 
shadows  to  the  illuminated  backdrop  of  the 
underlying  surface  is  accompanied by  a  jump 
in  brightness.  Therefore,  the  contour  shadow, 
seen  as  a  signal  characterized  by  a  high 
signal/noise  ratio. On  the  contours of  the  two 
shadows  obtained  at  different  angles  of 
projection  are  conjugate  points,  allowing  to 
calculate  the  coordinate  of  a  point  on  the 
surface of the object  W  in the region of large 
values  of  the  gradient,  i.e.,  points  of  its 
contour.  Therefore,  the  form  of  shadows 
fragment  contains  information  about  the  form 
the object. 
As  an  adequate  mathematical model of  three-
dimensional  object  is  used  considered  in  [3] 
wired model  representing  a  three-dimensional 
polygonal line passing through all the vertices 
of  the  object.  Sequence  of  point  vertices  in 
contour which are identified with the object W 
of  the  polyhedron  X  in  the  wire  model  is 
defined  by  its  structure  and  therefore,  the 
model  retains all of  the  information about  the 
object  during  its  rotation  and  scaling.  The 
elements  of  the  model  are  the  vector 
quaternions  defining  vectors  connecting 
submitted to it the adjacent vertices. 
The  edges  of  distinguishable  polyhedron 
object are formed on the basis of the properties 
of incidence. 
The rules of construction wire model: 

R1. The numbering starts with the point of the 
reference face  0G  when traversing its path in 

a  counter-clockwise direction,  starting  from 

the point  )0(aa t : 

)0(
ta ,  )1(

1ta , …, 
)1(
1

0

0

-
-

l
lt

a , 
 

where  ta   –  point  of  face  which  are  select  as 

starting point 
)0(a  of 3D contour  D  of object, 

0l  – count of points on face  0G . 

R2. Continuous bypassing upper  edges of  the 
object  is  performed  in  a  clockwise direction. 

It begins at the point 
)1(
1

0

0

-
-

l
lt

a  and terminates at 

a  point  )0(aa t .  At  this  time  a  passing 

vertices are sequentially numbered. 
R3.  When  crawling  prohibited  deadlock 
associated  with  the  transition  to  the  points  of 
face  G0  at  a  time  when  the  top  of  the  object 
vertices are unnumbered. 
R4. Contour line  D  obtained must not contain 
nodes  (branches),  i.e.  it  is  the  only  way 
through all the vertices of the object. 
R5. 3D contour lines which are passed through 
the  vertices  of  the  upper  part  of  the  object 

closes only at point  )0(
ta  of 3D object contour. 

Example of wired model shown in Fig 1. 
In actual practice the restored object due to the 
action  of  coordinate  noise  differs  from  the 
etalon. Fig. 2 shows an image of a polyhedron 

3210 aaaa   without  noise  and  polyhedron 

3210 bbbb   which  are  obtained  from  the  first 

subject  by  the  noising.  With  centers  at  the 
vertices  0a ,  1a ,  2a   and  3a   the  spherical 

strobes with radius  3  are constructed. Due to 
the  action  of  noise  vertices  of  the  first 
polyhedron  can  be  located  anywhere  in  the 
spherical strobe.  If to connect vertices  0b ,  1b , 

2b   and  3b   accordingly,  the  resulting 

polyhedron  may  differ  substantially  from  the 
polyhedron  3210 aaaa  (Fig. 2). 
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a) 

 

 
b) 
 

Fig. 1. Object W (a) and it wired model D (b) 

 

 
Fig.2. The original  3210 aaaa  and noised 3210 bbbb  

polyhedrons 

 
Ordering  principle  of  the  noisy  vertices  of 
polyhedron  is  based  on  the  use  of  a  priori 
information  about  the  location  of  the  vertices 
of  the  etalon  objects.  In  general,  the 
mathematical  model  of  distinguishable 
deterministic  3D  object  ZVW  l , 

1,...2,1,0 - Ml ,  is  the  sum  of  the 

prototype  (etalon)  lV  and noise spatial object 

Z  with the same dimensions  s . The object  Z  
consists  of  a  sequence  of  random  3D  vectors 

kjiz )(z)(z)(z)( 321 nnnn  .  Components 

)(z1 n ,  )(z2 n   and  )(z3 n   are  independent, 

centered,  normally  distributed  random 

variables with variance  2 .  
The  device  ordering  of  vertices  of  the  noisy 
distinguishable  object  W  is  realized  on  the 
basis of 3D selector. The algorithm is the same 
as the algorithm of the system of second-order 
radar  data  processing  in  the  mode  selection 
noised  targets  in  the  mathematical  3D 
strobe[1].  For  ordering  of  vertices 
distinguishable  object  W   on  the  assumption 
that it belongs to the class  mA  of alphabet , in 

3D space the  s  spherical mathematical strobes 
with  radius  2   are  constructed,  center 
coordinates of which are defined by vertices of 
the etalon object   mV ,  1...,0 - Mm . 

Vector  signal  as  coordinate  points  of  vertices 
of the distinguishable polyhedral object  W   is 
transferred  to  input  of  M  3D-input  selectors, 
each of which is based on the one etalon object 

mV ,  1...,0 - Mm . In the n-th window of m-

th  selector  as  the  n-th  point  vertices  of  the 
object  W , on the assumption that it belongs to 
the class  mA , are selected nearest to the center 

point. The result is a M vector signals, each of 
which is constructed under the assumption that 
the  order  of  its  components  corresponding  to 
the etalon  mV . The conventional wired models 

m,WD   of  the  distinguish  object  W   are 

constructed on them,  1...,0 - Mm . Next, the 

values  of  the  measures  of  similarity  vectors 

m,WD   and  mV   are  calculated  ,  and 

distinguish  objects  belong  to  a  class,  which 
corresponded  to  the  maximum  value  of  the 
measure. 

Structure of device for distinction 

Device  for  discrimination  of  noised  object 
with polyhedral shape composed of M parallel 
channels,  each of which contains 3D selector, 
the  constructor  of  wired  model  and  the 
computer  the  similarity  measure.  The  output 
signals of channels received by a decision unit 
(Fig. 3).  
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Fig. 3. Structure of device for distinction of 

reconstructed object  

 
At  small  deformations  of  the  reconstructed 
object  W ,  achieved  at  a  high  signal  /  noise 
ratio,  the  wired  model  is  constructed  on  the 
rules above without  the use of 3D selector. In 
this  case,  in  accordance  with  the  algorithm 
described  in  [5],  the  angular  alignment  may 
distinguish  objects  with  each  of  the  reference 
objects  and  the  coordination  number  of  the 
component  of  a  vector  signal.  Upon  reaching 
such agreements  is possible  to distinguish  the 
reconstructed  object  with  a  priori  unknown 
parameters   and  d  values. 
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The paper deals with the development of estimation algorithms using a small number of 
observations.  We  discuss  the  feasibility  of  solving  such  problems  on  the  basis  of  the 
estimates  conformity  principle.  In  particular,  the  approach based  on  direct  exhaustive 
search of the data is developed. This involves a more realistic formulation of the task as 
compared with that adopted in  the theory of statistical estimation, because in  this case 
the probability models are not reliable.  

 

Introduction 

There  are  at  least  two  approaches  to  solving 
the problems of  identification [1]: a statistical 
one  and  engineering  one.  In  the  statistical 
approach,  the  problem  of  parameters 
estimating is considered as the problem of the 
distribution  parameters  determining. 
Engineering  approach  is  characterized  by  a 
variety of empirical algorithms. 
Often  this  problem  should  be  solved  by  the 
identification from an extremely small number 
of  measurements.  In  this  case,  the  theory  of 
statistical estimation is not suitable enough [2], 
and  it  is  more  appropriate  to  use  an  adaptive 
approach  [2,  3].  The  approach  uses  a  multi-
stage  process,  in  which  the  estimates  of  the 
each  stage  are  refined  using  the  information 
obtained at the previous stages. 

Statement of the problem of parametric 
identification 

Generally  the  problem  of  the  parametric 
identification  is  formulated  as  the  problem  of 

finding  the  most  correct  estimate  F̂  of  the 
operator F in equation [1]: 

Fy x ,  (1) 

where  x and  y  are  scalar  or  vector  input  and 
output  of  an  object.  In  the  case  of  a  linear 

model  with  one  output,  the  equation  (1)  is 
written as [1] 

Ty   eс x ,  (2) 

where  y  is  an  output  object  (scalar),  distorted 
by random noise of measurement ε;  с  is M1-
vector  of  unknown  parameters;  x   is  Mx1-
vector obtained from measurements or known 
a priori. 
If vector c  can be considered constant  for  the 
time  needed  for  N  observations,  the  matrix 
equation can be written with the use of (2): 
 y Xс ξ ,  (3) 

where   T1 2y , y ,...yy  N ,   T1 2, ,...X x x x N , 

 T1 2, ,...ξ  e e eN . 

The  problem  of  identification  is  to  determine 
the estimate  ĉ  of the M1-vector parameter c 
in  the  equation  (3)  using  the  observed  NxM-
matrix  X  and  Nx1-vector  y (N>M),  with  the 
Nx1-vector of errors  being unknown. 
Thus,  the  problem  is  substantially  reduced  to 
solving  the  overdetermined  system  of 
equations  (3).  Therefore,  methods  for  the 
examination  of  errors,  covered  in  this  paper, 
are  similar  to  those  which  are  usually 
considered  in  the  algebraic  theory  of 
perturbations  [4].  In  particular,  considerable 
attention  is  paid  to  influence  of  the  system 
conditioning on  the accuracy of estimates (3). 
If the source data is generated during the stable 
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state of a dynamic system, where the processes 
are  changing  slowly,  the  problem  is  ill-
conditioned  [4,  5].  Therefore  the  accuracy  of 
the  estimates  using  a  small  number  of 
observations should be determined taking into 
account the combined effect of all the factors: 
errors  of  the  input  data,  computational  errors 
and  the  sensitivity  to  these  errors,  which 
depend on the conditioning [3].  
It  is  known  that  the  estimate  of  the  least 
squares method (LSM) 

1T Tˆ
-

   c X X X y   (4) 

is  unbiased  and  efficient  if  the  standard 
statistical  assumptions  [6,  7]  are  satisfied. 
Unfortunately,  the  statistical  justification  of 
the LSM with small number of observations is 
not appropriate  to  the content of  the problem. 
Estimates  of  the  mean,  variance  and 
conditioning values, which are calculated on a 
small set of data, can significantly differ from 
those  in  other  data  sets  or  the  statistical 
population, from which this data is selected.  

The main assumptions 

In  this paper,  the assumptions are much more 
free  from  a  priori  probability  models  that  are 
traditionally used: 
1. The matrix X and the vector y are fixed, i.e. 

i, j ix , y ,  i 1, N ,  j 1, M   are  known  from 

measurements on the single realization.  
2.  There  is  an  indefiniteness  of  the 
conditioning properties of the matrix X and the 
statistical characteristics of the vector ξ. 
3.  The  norm  of  the  error  vector 

 T1 2 N, ,...,   ξ  is limited by:  Rξ .  (5) 

4.  In  the  system  (3)  the  most  noise-free 
subsystem  is  contained,  for  which  the 
estimates  ĉ  can be constructed with a desired 
accuracy. 
5.  There  is  an  exact  model  of  a  system 
corresponding to the Eq. (6): 

* y Xc ,  (6) 

where  *  -y y ξ , 

Thus,  we  reject  the  assumptions  of  the 
classical  regression  [6]:  M{}=0  and 

  2
Ncov  ξ E .  The  rejection  of  these 

assumptions  is  forced,  but  the  stated 
assumptions are more realistic. In this case, we 

use  LSM  as  a  method  for  solution  of  an 
overdetermined system of equations  ˆ Xс y : 

ˆ c X y ,  (7) 

where 
1T T-    X X X X  is the pseudoinverse 

for  X.  If  the  solution  (7)  is  obtained,  we  can 
write  the  equation  for  the  residual  in 
accordance with (3) as follows: 
ˆ ˆ ˆ -  -ξ y Xc y y .  (8) 

The conforming estimate method leans on the 
assumption  4.    In  this  case  the  problem 
consists  in  searching  for  the  most  noise-free 
subsystem. As an indicator of this subsystem it 
is offered to use a criterion of mutual closeness 
of  estimates,  which  are  received  on 
subsystems of small dimensionality.  

Description of the conforming  
estimate method 

In  accordance  with  the  above  principle  the 
algorithm  of  the  conforming  estimates 
construction is presented as follows. 
The set of so-called lower-level subsystems is 
formed  from  the  initial  system  (3),  using  the 
rectangular matrixes:  

k k k k y X c ξ , k=1,2,…,  (9) 

where      k ky G y ,  k kX G X ,  k kξ G y , 

k k kdim(R( )) rank S X G . 

Elements  of  the  matrixes  Gk  can  be  only  0’s 
and  1’s,  and  each  row  consists  entirely  of 
zeroes  except  for  a  single  one.  Nonzero 
elements  in  Sk  rows  of  the  matrixes  Gk, 
k=1,2,… are  specified so  that  "to cut out"  the 
subsystems (9) from the initial system (3) with 
different  combinations  of  rows.  If  the 
dimension  of  the  lower-level  subsystems  is 
fixed,  i.e.  kS S M  ,  the  number  of  the 

lower-level subsystems is equal to  S
NC  (S<N). 

By  calculating  an  LSM-estimate  for  each  of 
these subsystems  

T 1 T
k k k k kˆ [ ] ,-c X X X y , 

we obtain a set of all possible estimates on the 
lower-level subsystems of dimension S: 

T 1 T S
k k k k k Nˆ{ [ ] | C }-    c X X X y . 

A set of  rectangular P×N weight matrixes Hl, 

l 1, L ,  P
NL C ,  rankHl=P,  (S<P<N)  is 

constructed  in  a  similar  way  (using  0’s  and 
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1’s).  With  the  use  of  these  matrixes,  the  so-
called upper-level subsystems are constructed: 

l l l l y X c ξ , (10) 

where  l lX H X ,  l ly H y ,  l lξ H y ,  l 1, L

,  P
NL C . 

It is assumed that for all  lk 1,K  and  l 1, L  

rank l,iX =M,  i.e.  all  the  lower-level 

subsystems  have  a  full  rank,  though 
conditionality  of  the  matrixes  for  different  l 
and k may vary. 
Each upper-level subsystem has a subset of the 
lower-level  subsystems  and  a  subset  of 
preliminary estimates corresponding to it:  

S
l k l Pˆ{ | k : k 1,K, K C }       c , 

P
Nl 1, C . 

To characterize  these sets  l ,  the criterion of 

mutual closeness is proposed: 

l l,1 l,K l,k lˆ ˆW( ) W(c ,..., c ), c , k 1, K   

,  l 1, L .  (11) 

Let us  refer  to  the set  l  with minimal value 

lW( )   as  the  most  conformed  set  of 

estimates.  Finding  the  most  conformed  set  of 
estimates  actually  reduces  to  searching  for  an 

index  l̂ : 

l
l

ˆW(l) min W( )  .  (12) 

To solve  this problem, the criterion of mutual 
pairwise closeness is further used: 

   
K 2

l l,i l, j
i, j 1

ˆ ˆW


  - c c .  (13) 

There are some of the results of the conformity 
identification,  connected  with  the  splitting 
initial  system  (3)  on  subsystems,  described 
below.  

Outcome of the experiments 

Another example of  finding  the solution 
using  the  criterion  (13)  discussed  in  [2]  is 
given below. The initial data was formed using 
a  random  number  generator.  The  problem 
dimension is N=10, M=4. The most conformed 
estimates  were  selected  from  C10

7=120 
samples of the upper-level subsystems, with 7 
observations taken for every subsystem. Then, 
for each upper-level subsystem and for C7

4=35 
lower-level  subsystems  (4x4),  a  set  of  LSM-

estimates and the subsequent mutual closeness 
function  (16)  were  calculated.  The  resulting 
set  of  values  of  the  conformity  criterion  was 
arranged  in  ascending  order  (Fig.  1).  For 
comparison,  the  criteria  of  estimation  quality 

c  were arranged in the same order (Fig. 2). 

In  Fig.  2,  the  horizontal  line  indicates  the 

values  of  c   for  the  LSM-estimate 

calculated over the entire set of data.  
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Fig. 1. Mutual closeness function 
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Fig 2. Estimates quality 

Comparison  of  the  conformed  identification 
method  and  the  RANSAC  algorithm  was 
conducted  in order  to  compare  their  accuracy  in 
the  same  operating  conditions  [8].  The 
experiments were carried out on the data sets that 
were modeled as follows. 
In various systems (2) M = 8 and N = 12 or N = 
16.  The  components  of  the  parameter  vector  c 
were  specified  as  uniformly  distributed  random 
numbers in the range of 1 to 10. The elements of 
matrix X were calculated  in accordance with (2) 
the  corresponding  points  coordinates,  which  are 
modeled  as  random  sequences  with  given 
variances. 
Components  of  the  error  vector  were  formed  in 
such  a  manner  that  the  normal  error  signal-to-
noise  ratio  was  in  the  range  of  40-60  dB.  For 
rough errors signal-to-noise ratio was specified in 
the range of 0-10 dB. Also, the frequency of the 
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anomalous  error  was  specified  50-60%  of  the 
number  of  degrees  of  freedom  (N-M)  of  the 
resulting system.  
While  comparing  the  accuracy  and  reliability  of 
the algorithm, the identification is assumed to be 
correct if the ratio of the error vector norm to the 
parameter vector norm does not exceed 0.3. 
Figure 3 shows a plot of  the mean values of  the 
error on  the number of  correct  identifications  of 
anomalous  errors  for  different  values  of  the 
number  of  estimated  parameters  (light  -  for  the 
method  of  RANSAC,  dark  -  for  the  conformed 
identification  method).  Figure  4  shows  graphs 
illustrating  the number of  false  identifications  to 
100  experiments  on  the  number  of  rough  errors 
for the same values of the estimated parameters. It 
is  obvious  that  in  all  implementations,  the 
conformed  identification  method  shows  better 
results both in reliability and accuracy. 

а)  b) 
Fig. 3. Mean error of the correct identifications: а) 

N=12, M=8; b) N=16, M=8 
 

   
а)  b) 

Fig. 4. The number of false identifications for 100 
experiments: а) N=12, M=8; b) N=16, M=8. 

Conclusion 

The  given  examples  prove  a  principle 
feasibility  of  constructing  of  estimates,  using  a 
criterion,  other  than  that  based  on  the  statistical 
stability.  This  fact  is  of great  significance,  for  it 
contains not only a traditional criticism (which, as 
a  rule,  causes  no  objections)  of  small-samples-
based estimating methods but makes it possible to 
solve the existing problems. 

To choose a suitable correction vector or to 
identify  the  most  noise-free  subsystems,  which 
ensure  the  construction  of  a  sufficiently  exact 
solution of the problem formulated, an exhaustive 

search  of  a  great  number  of  subsystem  samples 
(both  upper-  and  lower-level)  may  be  required. 
This  is  an  unavoidable  fee  for  the  deficit  of  a 
priori information, resulting from the insufficient 
number  of  observations.  Feasibility  to  employ 
simple  (and,  hence,  relatively  cheap)  statistical 
processing  schemes  results  from  significant 
efforts  connected with  the conducting of a great 
number of observations,  that are needed  to meet 
the law of large numbers. 
High  computational  complexity  of  the  methods 
based  on  the  estimate  conformity  principle  of 
course causes dissatisfaction. Nonetheless, the use 
of this approach is justified when it is required to 
obtain  an  exact  solution despite  the  fact  that  the 
number of  observations  is  small  and  conducting 
additional  experiments  is,  for  some  reason, 
impossible.  
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The real world is a repository of objects. Pattern recognition widely works in real world, 
as it performs a modeling process for providing data, information and knowledge from 
such objects. It is an instrument of elicitation of reality. Effective decision-making does 
require good quality knowledge. For a broader use of knowledge generated by Pattern 
Recognition,  this work  advocates  an  extended knowledge  focused  on human capacity 
for perception. It considers multimodal display of knowledge to practical feasibility of 
knowledge  presentation  adapted  to  human  perception  towards  decision  improvement 
and inclusion of perception-impaired people. 

 

Introduction 

Human  beings  require  the  availability  of 
information  to support decisions since ancient 
times.  It  means  value  to  the  decision  maker, 
because it  improves the probability to achieve 
expected  results.  Often  information  is  not 
explicit  or  enough  clear  for  the  needs  of 
human beings. Pattern  recognition  contributes 
to  minimize  such  shortcoming  as  a  mean  of 
modeling  the  real  world  and  a  means  of 
elicitation of reality. 
Both  the  human  and  other  less  skilled  beings 
set  languages  for  information  expression 
through  broad  understandable  signs.  Pattern 
recognition  is  an  instrument  for  both 
synthesizing  and  detailing  the  original  raw 
data by particular symbols. 
Knowledge  is  an  expression  of  processes 
eventually described by  large volumes of data 
and  information.  Knowledge  is  a  value 
aggregator  to  decision  making.  The  pressure 
for  good  deciding  in  a  short  time  implies  the 
need  for  provision  of  not  much  information 
but  good  quality  knowledge.  Its  usefulness 
depends  primarily  on  its  perception  by 
decision  makers.  Hence,  the  need  for  an 
adequate knowledge adjusted to the perception 
features  of  decision  makers  emerges.  In  such 

context  it  is  remarkable  that  several  systems 
for  text-speech  information  transformation, 
such as for car drivers, are available [1]. 
This paper argues for an extended approach in 
knowledge exposure, say a multimodal display 
of  knowledge,  which  considers  the  practical 
feasibility  of  knowledge  presentation  adapted 
for vision, hearing, smell, touch and taste. This 
approach  improves  the  quality  of  usable 
knowledge  for  decision  and  enables  greater 
social inclusion of perception-impaired people 
for decision making in a broad sense. 

From data to knowledge 

Concrete  or  abstract  objects  need  to  be 
modeled  according  to  a  symbology  and  be 
contextualized  according  to  ontology  for  use 
by  both  information  technology  and 
communication.  Shortly  the  main  motivation 
for  this model  is  of  an economic nature,  as  it 
represents a reduction in time and space. Data 
are  models  in  the  most  rudimentary  level, 
which  can  be  aggregated  according  to  certain 
criteria,  generating  new  models  called 
information. This new kind of model for object 
requires  a  specific  purpose  for  the  decision 
that they will support. 
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A  new  way  of  modeling,  whose  inputs  are 
information  refers  to  knowledge.  This  model 
describes  knowledge  processes,  relationships 
between  processes,  spatial  relationships  and 
temporal  trends.  Such  modeling  can  be 
objective  or  subjective.  In  the  first  case,  it  is 
possible  to  use  quantitative  variables 
according  to  a  certain  widely  recognizable 
symbology.  The  subjective  knowledge 
requires  the adoption of  a specific symbology 
not necessarily widely acceptable. The quality 
of  such  symbology  is  highly  relevant  to  the 
reduction of loss of knowledge inherent in any 
modeling process. 
Pattern  Recognition  can  generate  models  of 
reality  in  the  form  of  data,  information  and 
knowledge. 

The cycle of knowledge 

The  real  world  is  a  repository  of  objects  on 
which  knowledge  can  be  generated.  This 
activity is part of the Pattern Recognition. Due 
to  its  modification  over  time,  the  real  world 
requires  ongoing  procedures  of  Pattern 
Recognition  to  generate  usable  knowledge. 
Human  beings  use  knowledge  in  making 
decisions  and  in  performing  various 
procedures.  Derived  actions  can  modify  the 
real  world.  There  may  be  a  specific  form  of 
knowledge  generation  from  knowledge 
acquired by humans, so-called insights on new 
interpretations  or  ways  of  solving  problems, 
which  are  essential  for  innovation.  It  is  thus 
the  cyclical  process  of  knowledge,  as 
illustrated by Fig. 1. 
The  actions  performed  by  humans  are  the 
result of his perception based on what Pattern 
Recognition provides. Because of the practical 
impossibility  of  having  a  precise  notion  of 
real-world  modeling  concerning  each 
individual,  perception  of  the  real  world  is 
actually  an  abstraction  of  objects  subject  to 
individual factors. 

Objective of Pattern Recognition 

The real world presents numerous objects with 
specific  features  not  always  available.  The 
instruments  of  Pattern  Recognition  look  for 
assessing these features and delivering them to 
the  decision  maker.  It  is  a  model  generator, 
according to a certain symbology,  to meet the 

needs of decision context.  Its  instruments  can 
also  extract  new  information  from 
unarticulated information. 
The  models  produced  by  Pattern  Recognition 
are acceptable, since its intrinsic uncertainty is 
not  above  an  acceptable  limit.  Uncertainty 
acceptability  depends  upon  loses  that  can  be 
caused by failure. 
 

 
 

Fig. 1.  Real world, knowledge and decision maker 

Pattern Recognition as reality modeling 

The  presently  existing  large  amount  of  data, 
information  and  knowledge  cannot  be  fully 
utilized.  It  is  an  imperative  the  use  of 
modeling  tools.  The  model  acts  as  an 
information  and  knowledge  quantity  reducer 
for  decision-making  and  for  supporting  the 
implementation  of  various  processes.  The 
quality of this modeling can be optimized in a 
process  of  trial  and  error,  with  continuous 
generation  and  validation  of  knowledge.  The 
generation  of  knowledge  is  vulnerable  to 
distortions  arising  from  specific  interests. 
Validation  is  important  to  minimize  these 
distortions. 
Like  any  process  modeling,  Pattern 
Recognition  implies  loss  of  information. 
Ratios,  trends and  relationships  between data, 
which  represent  a  subset  from  real  world  can 
be inferred and presented in a visible way [2]. 
Efforts  to  build  intelligent  agents  include 
learning  and  use  of  heuristics  and  prior 
knowledge.  This  way  one  achieves  the  best 
performance,  eliminating  repetitive  work  and 
speeding  up  the  generation  of  knowledge.  A 
review of prior knowledge by considering the 
characteristics  of  the  new  reality  are  required 
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and at the same time risky due to the possible 
introduction of bias. 
A continuous development of new  techniques 
for pattern recognition allows the reduction of 
uncertainty  relevant  to  knowledge  generated 
by  them.  BACIC  and  RAYMOND  suggest 
reducing the uncertainty related to information 
as  a  key  factor  for  the  implementation  of 
information  visualization  in  the  strategic 
decision making [3]. Automated devices based 
on  intelligent  agents,  such  as  automatic 
vehicles driving, will have wide use only after 
reaching  an  acceptable  level  of  accuracy  for 
practical use. 

The need for knowledge transforming 

Knowledge  becomes  usable  when  it  becomes 
appropriate to the capacity of perception of its 
user. One can understand knowledge user as a 
human being that wants to succeed through his 
actions, that is, to extract some value from the 
result from his decisions. 
Obtaining knowledge implies costs that would 
not  be  funded  if  the  user  could  not  be 
subsequently  reimbursed  by  the  value 
provided by his actions. Once the user acquires 
knowledge  to  perform  activities  that  return 
value, he often has no interest in transforming 
his  implicit knowledge  to explicit knowledge, 
due  to  the  risk  of  later  losing  of  values 
derivable from its activities. 
Knowledge is absorbed by the user at the time 
of  their  presentation  to  his  perceptors, 
according to a specific symbology. So, images, 
sounds,  smells,  tastes  and  tactile  impressions 
can  be  used  for  presentation  of  knowledge 
from the pattern recognition. 
Due to peculiarities of  the knowledge domain 
and  the  characteristics  of  the  user,  it  is 
necessary  to  develop  mechanisms  for 
processing  their  presentation  and  portability 
mechanisms. PISSALOUX et alli developed a 
visual-tactile  interface  (intelligent  glasses)  for 
providing  access  to  information  to  visually 
impaired  [4].  YU  et  alli  proposes  a  walking 
assistance  by  transforming  images  to  sounds 
also concerning visually impaired [5]. 

A multimodal approach 

Visualization,  as  a  way  of  expression,  opens 
up  wide  possibilities  for  condensing  the  vast 

amount  of  knowledge  that  arises  from  real 
world modeling, to a level compatible with the 
capacity  of  human  perception.  Visualization 
has  proven  to  be  an  effective  strategy  for 
supporting users in coping with complexity in 
knowledge-  and  information-rich  scenarios 
[6].  In  this  context,  the  system  RuleViz 
enables  visualization  of  knowledge  discovery 
and  data  mining  [7].  EPPLER  presents 
Visualization through the so-called knowledge 
maps  [8].  In  addition  some  disadvantages 
listed  by  this  author  are  illegitimate  use, 
possible  misinterpretation,  information 
overload,  He  suggests  Visualization  oriented 
preventive actions. 
Visualization  restricts  the  absorption  of 
knowledge  to  the  visual  ability  of  the  user, 
requiring  the  modeling  of  knowledge  in  the 
form of images.  Indeed the observation of the 
real  world  requires  a  wide  variety  of  signs, 
which go beyond the human sensory capacity, 
e.g.,  infrared  signal,  radar  waves,  ultrasound, 
micro-oscillations,  odorless  and  tasteless 
substances. 
Modeling  the  Pattern  Recognition  can 
adequate  the  generated  knowledge  to  human 
perception,  such  as  magnetic  resonance 
imaging  or  audible  alarms  related  to 
equipment  operation  or  local  air  conditions. 
Visualization  and  sonification  of  brain 
electrical  activity  are  produced  by  the 
experiment  performed  by  JOVANOV  et  alli 
[9].  Therefore,  it  use  special  interfaces  for 
perceptible signal. 
Except in specific cases,  the user is subject  to 
the  way  knowledge  is  generated.  The  user 
cannot,  for  example,  know  the  result  of  a 
blood test in a hearing, get the instructions for 
troubleshooting  a  computer  problem  in  a 
hearing, get a picture explaining  the sequence 
of textual instructions for powering a device. 
Exposure of  knowledge  depends primarily  on 
expectations  of  its  user,  which  is  the  quality 
standard  reference.  Thus  generating  a 
perceptible  knowledge  in  different  ways 
values  increases  thereto and can minimize  the 
disadvantages  of  visualization  mentioned 
above.  The  multimodal  perception  improves 
understanding of complex phenomena [9]. 
There  is  need  to  establish  protocols 
equivalence between these forms of expression 
of knowledge, in order to link knowledge to a 



29 

 

wide  portability  acceptance.  Fig.  2  expands 
part of Fig. 1. 
 

 
Fig. 2. Multimodal knowledge presentation 

 
Key  factors concerning Visualization can also 
help  evaluation  of  a  multimodal  instrument. 
They are:  
•  perceived  usability:  the  degree  in 
which a person believes that using a particular 
system would be free of effort;  
•  perceived  usefulness:  the  degree  in 
which a person believes that using a particular 
system  would  enhance  his  or  her  job 
performance, and  
•  perceived  authority:  the  degree  in 
which  a  person  is  confident  that  using  a 
particular system is a good choice [10]. 

Conclusion 

The  here  proposed  expansion  of  knowledge 
forms  of  presentation  involves  answers  to 
specific questions, as below. 
The  loss  of  information  inherent  in  modeling 
processes occurs both in the sampling process 
as in the process of adopting a symbology for 
their  presentation  in  different  ways.  What  are 
the  possibilities  for  automatic  linking  of 
acceptable  criteria  for  Pattern  Recognition 
requirements of the use of knowledge? 
Presentation  of  knowledge  is  linked  to  a 
process of discretization. Each human receptor 
has  specific  characteristics  regarding  the 
amount  of  information  according  to  time  and 
space.  To  what  extent  does  flexibilization  of 
presentation of knowledge from certain signals 
to other signals compromise its value? 

How  can  insertion  of  perception  impaired  be 
expanded  through  multimodal  knowledge 
presentation? 
The increasing dissemination of knowledge in 
various  areas  runs  in  direction  to  a  free 
knowledge.  Due  to  increased  portability  and 
assess  to  the  knowledge  generated  by  the 
Pattern  Recognition,  does  multimodal 
knowledge presentation effectively contributes 
to free knowledge expansion? 
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The  paper  is  devoted  to  the  state-of-the-art  of  the  Descriptive  Approach  to  image 
analysis (DA). The main purpose is to estimate the most important results of the DA, to 
outline  the  most  important  problems  of  the  DA  and  to  formulate  prospective  tasks 
which  are  necessary  for  successful  development  of  fundamentals  of  the  DA  and  its 
practical  applications.  We  shall  discuss  also  the  hierarchy  of  the  problems  and  the 
reasonable sequence of their setting up and solving. The special attention will be given 
to the opportunities and limitations of algebraic techniques in image analysis. 

Introduction 

Automation  of  image  processing,  analysis, 
estimating  and  understanding  is  one  of  the 
crucial  points  of  theoretical  computer  science 
having decisive importance for applications 
The specificity,  complexity and difficulties of 
image analysis and estimation (IAE) problems 
stem  from  necessity  to  achieve  some  balance 
between  such  highly  contradictory  factors  as 
goals  and  tasks  of  a  problem  solving,  the 
nature of visual perception, ways and means of 
an  image  acquisition,  formation,  reproduction 
and  rendering,  and  mathematical, 
computational  and  technological  means 
allowable for the IAE. 
The mathematical  theory  of  image  analysis  is 
not  finished  and  is  passing  through  a 
developing  stage.  It  is  only  recently  came 
understanding  of  the  fact  that  only  intensive 
creating  of  comprehensive  mathematical 
theory  of  image  analysis  and  recognition  (in 
addition to  the mathematical  theory of pattern 
recognition)  could  bring  a  real  opportunity  to 
solve  efficiently  application  problems  via 
extracting  from  images  the  information 
necessary  for  intellectual  decision  making. 
During  recent  years  there  was  accepted  that 
algebraic  techniques,  in  particular  different 
kinds  of  image  algebras,  is  the  most 

prospective  direction  of  construction  of  the 
mathematical  theory of  image analysis  and of 
development  of  an  universal  algebraic 
language  for  representing  image  analysis 
transforms and image models. 
A  new  approach  to  analyzing  and  evaluating 
information represented in the form of images 
-  the  Descriptive  Approach  to  image  analysis 
and understanding (DA) by I.B.Gurevich [2, 6, 
14-16]  is  based  on  the  modification  of  the 
“Algebraic Approach” by Yu.I.Zhuravlev [43] 
for  the  case  when  the  initial  information  is 
represented in the form of images.  

State of the art of mathematical theory of 
image analysis 

To  automate  image  mining,  we  need  an 
integrated approach to leverage the potential of 
mathematical  apparatus  of  the  main  lines  in 
transforming  and  analyzing  information 
represented in the form of images. 
Image  mining  now  tends  to  multiplicity 
(multialgorithmic  and  multimodel)  and  fusion 
of the results when several different algorithms 
are  applied  in  parallel  to  process  the  same 
model  and  several  different  models  of  the 
same initial data to solve the problem and then 
the  results  are  fused  to  obtain  the  most 
accurate solution. Yu.I.Zhuravlev obtained the 
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first  and  fundamental  results  in  this  area  in 
1970s [43]. 
From  1970s,  the  most  part  of  image 
recognition applications  and considerable part 
of  research  in  artificial  intelligence  deal  with 
images.  As  a  result,  new  technical  tools 
emerged  to  obtain  information  that  allow 
representing of recorded and accumulated data 
in  the  form  of  images  and  the  image 
recognition  itself became more popular as  the 
powerful and efficient methodology to process 
and  analyze  data  mathematically  and  detect 
hidden regularities. 
There are internal scientific problems that have 
arisen  within  image  recognition.  First  of  all, 
these imply algebraizing the image recognition 
theory,  arranging  image  recognition 
algorithms,  estimating  the  algorithmic 
complexity of  the  image recognition problem, 
automating  the synthesis of  the corresponding 
efficient  procedures,  formalizing  the 
description  of  the  image  as  a  recognition 
object, and some others. These problems form 
the  base  of  the  mathematical  agenda  of  the 
descriptive  theory  of  image  recognition 
developed  using  the  ideas  of  the  algebraic 
approach to recognition. 
There are three main issues one needs to solve 
when dealing with images: 1) describe images; 
2) develop, study and optimize the selection of 
mathematical  methods  and  tools  of  data 
processing in image recognition; 3) implement 
mathematical methods of  image analysis on  a 
software and hardware basis. 

Algebraization of pattern recognition and 
image analysis 

This  section  contains  steps  of  the 
algebraization  in  image analysis  fundamentals 
and  the  basic  theories  of  pattern  recognition, 
image algebras. 
By now, image analysis and evaluation have a 
wide  experience  gained  in  applying 
mathematical  methods  from  different  sections 
of mathematics, computer science and physics, 
in  particular  algebra,  geometry,  discrete 
mathematics,  mathematical  logic,  probability 
theory,  mathematical  statistics,  mathematical 
analysis,  mathematical  theory  of  pattern 
recognition,  digital  signal  processing,  and 
optics. 

However  we  still  need  a  regular  basis  to 
arrange and choose suitable methods of image 
analysis,  represent  in  an  unified  way  the 
processed  data  (images),  construct 
mathematical  models  of  images  designed  for 
recognition  problems,  and,  on  the  whole,  to 
introduce  the  universal  language  for  unified 
description of images and transformations over 
them. 
The  necessity  to  solve  complex  recognition 
and  specialized  image  languages  generated 
attention  to  formal  descriptions–models  of 
initial data and formalization of descriptions of 
procedures  of  their  transformation  in  the  area 
of pattern recognition (and especially in image 
recognition  in  1960s).  As  the  substantial 
achievements  in  this  “descriptive”  line  of 
R&D  we  should  mention  publications  by 
A.Rosenfeld  [34],  T.Evans  [12], 
R.Narasimhan  [29],  R.Kirsh  [21],  A.Shaw 
[37],  H.Barrow,  A.  Ambler,  and  R.  Burstall 
[1], S.Kaneff [20]. 
In  1970s  Yu.I.Zhuravlev  proposed  “The 
Algebraic  Approach  to  Recognition  and 
Classification  Problems”  [43],  where  he 
defined  formalization  methods  for  describing 
heuristic algorithms of pattern recognition and 
proposed the universal structure of recognition 
algorithms.  In  the  same  years,  U.Grenander 
stated  his  “Pattern  Theory”  [18],  where  he 
considered methods of data representation and 
transformation  in  recognition  problems  in 
terms  of  regular  combinatorial  structures, 
leveraging  algebraic  and  probabilistic 
apparatus. M.Pavel [31] introduced “Theory of 
Categories  Techniques  in  Pattern 
Recognition”,  to  describe  pattern  recognition 
algorithms  via  transforms  of  initial  data 
preserving its class membership. 
The  Russian  mathematical  school  also  has 
important original results on algebraic tools for 
pattern  recognition  and  image  analysis  in. 
There  are  algebras  on  algorithms,  algebraic 
multiple  classifiers,  algebraic  committees  of 
algorithms,  combinatorial  algorithms  for 
recognition of 2-D data  [1], descriptive image 
models, 2D formal grammars [34]. 
In  the  framework  of  scientific  school  of 
Yu.I.Zhuravlev  several  essential  results  were 
obtained by V.L.Matrosov [26], K.V.Rudakov 
[35]  and  V.D.Mazurov  [27].  There  are 
significant  number  of  results  concerned  with 
algebraic  methods  of  analysis  and  estimation 
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of  information  represented  as  signals 
(G.Labunec  [22],  Ya.A.Furman  [13], 
V.M.Chernov [4]). 
Algebraization  of  pattern  recognition  and 
image  analysis  has  attracted  and  continues  to 
attract  the attention of many researchers. First 
of  all  –  the  development  of  algebraic 
construction for image analysis and processing 
–  formal  grammars,  cellular  automata, 
mathematical  morphology,  image  algebras, 
multiple algorithms, descriptive approach. 
The idea of constructing a unified language for 
concepts  and  operations  used  in  image 
processing appeared for the first time in works 
of  Unger  [42],  who  suggested  to  parallelize 
algorithms  for  processing  and  image  analysis 
on computers with cellular architecture. 
Mathematical  morphology  by  G.  Matheron 
[25]  and J.Serra  [36],  became a  starting point 
for  a  new  mathematical  wave  in  image 
analysis.  Serra  and  Sternberg  [39]  were  the 
first  to  succeed  in  constructing  an  integrated 
algebraic  theory  of  processing  and  image 
analysis  on  the  basis  of  mathematical 
morphology.  It  is  believed  [28]  that  it  was 
precisely  Sternberg  who  introduced  the  term 
“image algebra” in the current standard sense. 
The  final  version  of  image  algebras  (IA)  was 
Standard  Image  Algebra  by  G.Ritter  [32] 
(algebraic  presentation  of  image  analysis  and 
processing operations). 
Descriptive  Image  Algebras  (DIA)  is  created 
as  a  new  IA  provided  possibility  to  operate 
with  main  image  models  and  with  basic 
models of procedure of transforms, which lead 
to  effective  synthesis  and  realization  of  basic 
procedures  of  formal  image  description, 
processing,  analysis  and  recognition.  DIA  is 
introduced by  I.B.Gurevich  and developed by 
him and his pupils [14-16]. 
In  the  history  of  algebraization  we  should 
mention:  J.von  Neumann  [30],  S.Unger  [42] 
(studies  of  interactive  image  transformations 
in  cellular  space);  M.Duff,  D.Watson, 
T.Fountain,  and G.Shaw [10]  (a cellular  logic 
array for image processing); A.Rosenfeld [33] 
(digital  topology);  H.Minkowski  and 
H.Hadwiger  (pixel  neighborhood  arithmetic 
and  mathematical  morphology);  G.Matheron, 
J.Serra,  S.Sternberg  [25,  36,  39]  (a  coherent 
algebraic  theory  specifically  designed  for 
image  processing  and  image  analysis  - 
mathematical  morphology);  S.  Sternberg  [39] 

(the  first  to  use  the  term  “image  algebra”); 
P.Maragos  [24]  (introduced  a  new  theory 
unifying  a  large  class  of  linear  and  nonlinear 
systems  under  the  theory  of  mathematical 
morphology);  L.Davidson  [9]  (completed  the 
mathematical  foundation  of  mathematical 
morphology by formulating its embedding into 
the  lattice  algebra  known  as  Mini-Max 
algebra);  G.Ritter  [32]  (Image  Algebra); 
I.B.Gurevich  [15]  (Descriptive  Image 
Algebra);  T.R.Crimmins  and  W.M.Brown, 
R.M.Haralick,  L.Shapiro,    R.W.Schafer, 
J.Goutsias,  L.Koskinen  and  Jaako  Astola, 
E.R.Dougherty,  P.D.Gader,  M.A.Khabou, 
A.Koldobsky,  B.Radunacu,  M.Grana, 
F.X.Albizuri,  P.Sussner  [7,  8,  10,  11,  19,  40] 
(recent  papers  on  mathematical  morphology 
and image algebras). 

Descriptive approach to image analysis and 
understanding 

This section contains a brief description of the 
principal  features  of  the  DA  needed  to 
understand the meaning of the introduction of 
the  conceptual  apparatus  and  schemes  of 
synthesis  of  image  models  proposed  to 
formalize  and  systematize  the  methods  and 
forms of image representation. 
By  the  middle  of  1990s,  it  became  obvious 
that for the development of image analysis and 
recognition,  it  is  critical  to:  1) understand  the 
nature  of  the  initial  information  –  images,  2) 
find  methods  of  image  representation  and 
description  that  allow  constructing  image 
models  designed  for  recognition  problems,  3) 
establish  the  mathematical  language  designed 
for  unified  description  of  image  models  and 
their  transformations  that  allow  constructing 
image  models  and  solving  recognition 
problems;  4)  construct  models  to  solve 
recognition  problems  in  the  form  of  standard 
algorithmic schemes that allow, in the general 
case,  moving  from  the  initial  image  to  its 
model  and  from  the  model  to  the  sought 
solution. 
The DA gives an unified conceptual  structure 
that  helps  to  develop  and  implement  these 
models  and  the  mathematical  language  [14-
17]. The main DA purpose  is  to structure and 
standardize  different  methods,  operations  and 
representations used  in  image  recognition and 
analysis. The DA provides the conceptual and 
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mathematical basis  for  image mining, with  its 
axiomatic and formal configurations giving the 
ways  and  tools  to  represent  and  describe 
images to be analyzed and evaluated. 
Experience  in  the  development  of  the 
mathematical  theory of  image analysis and  its 
use  to  solve  applied  problems  shows  that, 
when working  with  images,  it  is  necessary  to 
solve  problems  that  arise  in  connection  with 
the three basic issues of image analysis: 1) the 
description  of  images;  2)  the  development, 
exploration,  and  optimization  of  the  selection 
of  mathematical  methods  and  tools  for 
information  processing  in  the  analysis  of 
images;  3)  the  hardware  and  software 
implementation  of  the  mathematical  methods 
of image analysis. 
Mathematical  foundations  of  the  DA  are  as 
follows: 1) the algebraization of the extraction 
of  information  from  images;  2)  the 
specialization of the Zhuravlev’ algebra to the 
case  of  representation  of  recognition  source 
data  in  the  form  of  images;  3)  a  standard 
language  for  describing  the  procedures of  the 
analysis and recognition of images (DIA) [14-
16];  4)  the  mathematical  formulation  of  the 
problem  of  image  recognition;  5) 
mathematical  theories  of  image  analysis  and 
pattern recognition; 6) a model of  the process 
for  solving  a  standard  problem  of  image 
recognition.  The  main  objects  and  means  of 
the DA are: 1) images; 2) a universal language 
(DIA); 3) 2 types of descriptive models: a) an 
image  model;  b)  a  model  for  solving 
procedures  of  problems  of  image  recognition 
and  their  implementation;  4)  descriptive 
algebraic  schemes  of  image  representation 
(DASIR);  5)  multimodel  and  multiaspect 
representations of images, which are based on 
generating descriptive trees (GDT) [14-16]. 
The basic methodological principles of the DA 
are:  1)  the  algebraization  of  the  image 
analysis;  2)  the  standardization  of  the 
representation  of  problems  of  analysis  and 
recognition of images; 3) the conceptualization 
and formalization of phases through which the 
image  passes  during  transformation  while  the 
recognition  problem  is  solved;  4)  the 
classification  and  specification  of  admissible 
models  of  images  (descriptive  image  model  - 
DIM);  5)  RIRF;  6)  the  use  of  the  standard 
algebraic  language  of  DIA  for  describing 
models  of  images  and  procedures  for  their 

construction  and  transformation;7)  the 
combination  of  algorithms  in  the 
multialgorithmic  schemes;  8)  the  use  of 
multimodel and multiaspect representations of 
images; 9) the construction and use of a basic 
model of the solution process for the standard 
problem  of  image  recognition;  10)  the 
definition  and  use  of  nonclassical 
mathematical theory for the recognition of new 
formulations  of  problems  of  analyzing  and 
recognizing images. 

Ontology-based approach to image analysis 

The automation of image analysis assumes that 
researchers  and  users  of  different 
qualifications have at their disposal not only a 
standardized  technology  of  automation,  but 
also  a  system  supporting  this  technology, 
which  accumulates  and  uses  knowledge  on 
image processing, analysis and evaluation and 
provides  adequate  structural  and  functional 
possibilities for supporting the more intelligent 
choice  and  synthesis  of  methods  and 
algorithms.  The  automated  system  (AS)  for 
image analysis must  combine  the possibilities 
of  the  instrumental  environment  for  image 
processing  and  analysis  and  a  knowledge-
based  system.  Therefore,  one  of  its  main 
components  is  a  knowledge  base.  Knowledge 
bases  usually  contain  modules  of  universal 
knowledge,  which  are  not  related  to  any 
subject  domain  and  knowledge  modules 
related  to  a  certain  subject  domain.  The  AS 
must  provide  software  implementation  of  the 
hierarchies of classes of the main objects used 
in  image  analysis,  have  a  specialized  user 
interface,  contain  a  library  of  algorithms  that 
allow one to solve the main problems of image 
analysis  and  understanding  with  the  help  of 
efficient  computational  procedures,  and 
provide  accumulation  and  structuring  of 
knowledge  and  experience  in  the  domain  of 
image analysis and understanding.  
The  need  of  efficient  knowledge 
representation  facilities  can  be  fulfilled  by 
using  a  suite  of  ontologies,  For  example,  in 
[23],  an  approach  devoted  to  semantic  image 
interpretation for complex object classification 
purposes  is  proposed.  The  work  described  in 
[5]  addresses  the  problem  of  explicit 
representation  of  objectives  when  developing 
image  processing  applications.  The  proposed 
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framework  demonstrates  that  ontology-based 
content  representation  can  be  used  as  an 
effective  way  for  hierarchical  and  goal-
directed inference in high-level visual analysis 
tasks.  
In [6], a novel knowledge-oriented approach to 
image  analysis  based  on  the  use  of  thesauri 
and  ontologies  as  tools  for  representation  of 
knowledge,  which  are  necessary  for  making 
intelligent  decisions  on  the  basis  of 
information  extracted  from  images,  is 
proposed. The main  contribution of  this work 
is  the  development  of  a  sufficiently  detailed 
and  well-structured  Image  Analysis  Ontology 
(IAO).  As  a  main  source  of  the  information 
about  concepts  the  Image Analysis Thesaurus 
(IAT) [2] has been used. The important feature 
of the IAT is a novel hierarchical classification 
of  tasks  and algorithms  for  image processing, 
analysis and recognition. 

Conclusion 

Analyzing the existing algebraic apparatus, we 
came  to  the  following  requirements  on  the 
language  for  algorithms  for  solving  problems 
of image processing and understanding: 1) the 
new algebra must make possible processing of 
images as objects of analysis and recognition; 
2)  the  new  algebra  must  make  possible 
operations  on  image  models;  3)  the  new 
algebra  must  make  possible  operations  on 
main  models  of  procedures  for  image 
transformations;  4)  it  is  reasonable  to  use  the 
procedures  for  image  modifications  both  as 
operations  of  the  new  algebra  and  as  its 
operands  for  construction  of  compositions  of 
basic  models  of  procedures.  The  next  results 
will  be  connected  with  the  Image 
Formalisation  Space  and  its  topological 
properties.  
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In  this  paper,  we  introduce  a  system  that  generates  computer  vision  programs  for  a 
given task, which is specified by regions of interest in a collection of example images. 
The  system  relies  on  a  database  of  operators,  which  are  combined  by  an  automated 
planning approach to create executable programs. We present an early proof-of-concept 
implementation that relies on a limited database to solve the tasks of finding players on 
a  soccer  field  or  cups  on  a  table.  Our  experimental  evaluation  shows  that  the  basic 
approach is working on relative simple scenarios. Future work will focus on integrating 
more  complex  problem  descriptions,  which  requires  more  sophisticated  planning 
strategies in order to compensate for rapidly increasing search spaces. 

 

Introduction 

Traditionally,  program  code  is  manually 
designed  and  written  by  a  programmer,  who 
selects  operators  and  parameter  values  and 
combines  them  to  create  an  executable 
program.  For  that  purpose,  the  programmer 
relies  on  their  experience  and  knowledge  and 
on  the  technical  documentation  of  operators. 
After  the  program  is  composed,  the 
programmer  executes  it  on  example  data  to 
inspect  the  program’s  behavior  and  to  ensure 
that  the  program’s  output  matches  the  task 
specification.  Finding  an  appropriate 
parameterization  often  requires  a  lot  of 
iterations.  Especially  in  image  analysis 
programs, alteration of parameters may change 
the  complete  behavior  of  a  program  and 
determining the optimal values is a crucial and 
time-consuming task. 
In this paper, we propose a different approach 
that  creates  the  program  code  automatically 
given a  set of  annotated  images with positive 
examples,  taking  into  account  that  providing 
the desired output  is much more  intuitive and 
less  error  prone  than  writing  the  complete 
program  code  and  specifying  parameter 
values.  
Our  systematic  approach  is  based  on  a 
database  containing  technical  information 
about  all  available  operators  and  how  these 
operators  may  be  combined.  The  system  uses 

this  database  to  create  a  large  number  of 
executable  programs  by  exploring  suitable 
combinations  of  operators  and  parameter 
values.  The  output  of  these  programs  is 
compared  to  the  specified  result  in  order  to 
evaluate  to which degree  they meet  the given 
demands.  This  idea  is  close  to  genetic 
programming  [1]  in  likewise  artificially 
producing  programs  that  are  evaluated  by  a 
fitness  function.  However,  in  contrast  to 
genetic  programming,  instead  of  taking 
randomized  decisions,  heuristic  search  is 
performed.  Currently,  an  early  version  of  our 
system  exists  as  a  proof-of-concept 
implementation that includes a limited number 
of  operators  and  therefore  solves  only  basic 
computer  vision  tasks.  So  far,  two  example 
applications  have  been  inspected:  The 
detection of players in a soccer match and the 
detection  of  cups  on  a  table.  However,  these 
experiments  show  that  the  basic  approach  is 
successful. 

Related Work 

Our  approach  has  many  similarities  to 
automatic  planning,  which  considers  the 
creation  of  plans  as  a  combination  of  actions 
with  preconditions,  which  have  to  be  true 
before  the  action  is  executed,  and 
postconditions,  which  model  the  influence  on 
the world model [2]. In relation to our system, 
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actions correspond  to operators, preconditions 
correspond to input variables for operators and 
postconditions  correspond  to  variables,  which 
are generated by operators. Often a heuristic is 
included  that  controls  the  search  tree 
expansion  and  prevents  unsuitable 
combinations from being inspected [3]. 
When automatic code generation is considered 
in  literature,  mostly  easy-to-use  programming 
interfaces  are  proposed,  which  assist  the  user 
in composing modules into a complex system. 
Afterwards,  the  code  is  generated  from  these 
specifications. An example is “Reo”, a system 
that creates a web service by combining other 
web services [4]. A similar system is presented 
by  Rodrigues  et  al.  An  UML  diagram  is 
transformed  in  multiple  steps  and  finally 
executable  code  is  created  [5].  The  software 
“HALCON”,  distributed  by  the  company 
MVTec  Software  GmbH,  provides  helpful 
tools for image acquisition, camera calibration 
etc., which create code snippets to use in larger 
programs [6]. Although these systems provide 
automatic  code  generation  on  a  certain  level, 
they  still  require  a  lot  of  human  expertise. 
Approaches  with  minimal  manual  interaction 
are  rare  in  literature.  One  approach  is 
presented by Demel et al, where programs for 
convex  optimization  are  created,  given  a  task 
description  [7].  Another  example  is  presented 
by  Moehrmann  et  al.  Their  system  generates 
image analysis software from specifications by 
training  classifiers  on  manually  annotated 
training data [8]. 

System Description 

The  basic  idea  of  our  approach  is  to  create 
combinations  of  parameterized  operators  with 
help of a heuristic search strategy and to apply 
them to manually annotated  images. A fitness 
function  determines  to  what  degree  their 
results  match  this  kind  of  task  specification. 
Therefore,  the  system  consists  of  several 
components: 

 A  database  of  available  operators.  For 
each operator, the database contains the 
types  of  variables  that  the  input 
operator  requires  for  execution  and 
also  the  types  of  output  variables  that 
are created by the operator. 

 A planner, which  creates  a  search  tree 
with programs in its nodes. 

 A  system,  which  checks  a  single 
program against the manually specified 
test data. 

 A  set  of  manually  annotated  example 
images. 

The  core  component  of  this  approach  is  the 
planner, therefore it will be presented in more 
details.  
The  planner  recursively  creates  a  search  tree, 
whose  nodes  are  programs.  Programs  contain 
global  variables  (either  specified  at  the 
beginning  of  the  program  or  created  by 
operators)  and  the  sequence  of  the  applied, 
parameterized operators. 
The  planning  process  starts  with  the  empty 
program,  which  contains  only  the  original 
input  image  in  the  variable  list  and  an  empty 
operator  list.  In  a  recursive  procedure,  the 
planner  inspects  all  available  operators  and 
checks  whether  they  are  applicable,  i.e. 
whether  all  input  parameters  can  be  assigned 
by already existent variables of the same type 
in  the  variable  list  of  the  current  recursion 
path.  Here,  different  types  of  operator 
parameters  are  handled  in  two  ways.  Iconic 
parameters  (images or  image regions) have to 
be  present  in  the  variable  list,  whereas 
numerical  parameters  are  instantiated  on-the-
fly  dependent  on  some  sampling  strategy  and 
the operator’s specification. 
For  each  combination  of  operator  and 
parameterization,  a  new  branch  in  the  search 
tree  is  created.  Please  see  Fig.  1  for  an 
example. In the first step (a), only the original 
image  is  in  the  parameter  list  and  only 
operators  that  work  on  a  single  image  are 
applicable. 
For  instance,  a  threshold  operator  is 
applicable,  since  it  requires  only  a  single 
image and a numerical value, which is created 
on-the-fly.  In  this  example  the  numerical 
parameter  is sampled by 3 values, namely 30, 
60 and 90. The planner then creates a tree node 
for  each  of  these operators  and  attaches  them 
to  the  father  node  (in  this  example  the  root). 
The search  tree  in  step  (b)  consists of  several 
nodes  in  which  the  original  image  and 
threshold  images,  each  calculated  with  a 
different threshold, are available. As displayed 
in step (c)  these nodes may now be expanded 
further with operators that use two images (the 
original  image  and  the  threshold  image)  or 
again with a single image operator, which now 
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may  choose  between  the  original  image  and 
the threshold image. This procedure continues 
until a predefined depth of the tree is reached. 
Now  each  node  and  each  leaf  contains  a 
program  that  will  be  inspected  for  its  fitness, 

which  requires  the  definition  of  some  error 
function. Furthermore, this requires compiling 
and executing them on the manually annotated 
image  data.  To  reduce  the  time  required,  we 
apply  some  simple  but  effective  heuristics, 
which either directs  the  search  tree expansion 
and  reduces  the  number  of  nodes  or  identify 
programs  that  are  not  considered  for 
evaluation. 
The rules are: 

 During tree creation an operator with a 
specific  input  parameter  assignment  is 
only  used,  if  this  operator  with  exact 
this  assignment  has  not  been  used  in 
the same program before. 

 A program is considered as redundant, 
if there is an operator, whose output is 
not used by another operator.  

 Only programs that have variables with 
the  same  type  as  the  desired output  in 
the variable list (e.g. image regions) are 
considered in the evaluation step. 

In  our  example  the  image  annotations  consist 
of  specified  rectangular  image  regions  of 
interest and the error function � is defined as 
 
�(�,�) ≔ (1 − �)�(�,�) − ��(�, �),  (1) 
 
where  0 ≤ � ≤ 1  is  a  regulating  parameter 
and �  and �  are  the  sets  of  actual  estimated 
object  regions  and  of  the  manual  defined 
nominal regions respectively and 
 

�(��, ��) ≔
∑ ���

��∈��
�� (��, ��)��∈��

|��|
.  (2) 

 
Thereby, ��  and ��  are  sets  of  image  regions 
and  the normalized Hamming distance ��   for 
discrete sets of pixels  (image regions) ��  and 
�� is defined as: 
 

�� (��, ��) ≔
|�� ∩ ��

�|+ |��
� ∩ ��|

|��|+ |��|
.  (3) 

 
The fitness is estimated by means of 1 − �. 

Experimental Evaluation 

In  our  proof-of-concept,  we  embedded  a 
selection  of  five  basic  operators  and  set  the 
maximum  program  length  to  five  operators. 
The  operators  provided  are:  Color  space 
conversion  from  RGB  to  HSV,  a  Gaussian 
image  smoothing,  histogram-based 
background  estimation,  a  region-based 
foreground  estimator  and  creation  of 
derivation images. In the case of cup detection, 
the planner created 534 programs which took 3 
seconds  on  a  3  GHz  CPU.  The  evaluation  of 
these  programs  took  59  seconds  on  four 
images  of  size  1024x768  pixel.  Please  see 

Fig. 1: The planner creates programs by combining 
and parameterizing single operators. 
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Figure  2  for  the  manually  annotated  images 
used in the evaluation step.  
Fitness  values  obtained  by  automatically 
created programs range from 0.65 to 0.98 with 
higher  values  representing  higher  fitness.  As 
can be seen in Figure 3 the cups/soccer players 
are recognized quite well by the program with 
the highest fitness value. 

This  shows  that  our  proof-of-concept 
implementation is successful. 
A  current  drawback,  however,  is  the  time 
required  to  execute  all  programs.  Especially 
the sampling strategy for numerical parameters 
has a major impact on the number of generated 
programs  and  therefore  on  the  runtime  of  the 
system.  

Future Work 

Although  our  proof-of-concept 
implementation shows that  the basic approach 
works,  there  are  still  many  open  ends.  As 
already  mentioned,  the  sampling  strategy  and 
the  heuristics  for  the  tree  expansion  heavily 
influence the size of the search space and thus 
the  runtime.  Since  programs  are  created  from 
single operators so far, the idea to use complex 
operator  modules  or  reuse  and  adapt  already 
existing programs  for  similar  problems  seems 
reasonable. Furthermore, our current approach 
does  not  consider  control  structures  like  if-
clauses or loops. Finally, more complex target 
specifications  than  just  marking  regions  of 
interest  on  images  is  a  long-time  goal,  since 
for  most  real  vision  applications  the  target  is 
expressed  in a more  complex manner. This  is 

the  most  challenging  research  opportunity, 
because  it  requires  adapting  the  task 
specification  procedure  and  the  search 
heuristics, but also  requires  taking knowledge 
about  the  task context  into consideration. The 
ultimate  goal  is  to  couple  the  system  with  a 
knowledge  base,  which  allows  for  complex 
formal  task  descriptions  and  for  complex 
heuristics, which will be  required,  since more 
complex tasks lead to more complex programs 
and to larger search spaces. 

Conclusion 

We present a system that automatically creates 
and evaluates computer vision programs for  a 
given  task.  In  the  current,  early  version,  the 
task  is  specified  by  rectangular  regions  of 
interest  in  example  images.  Our  evaluation 
shows  that  the basic approach  is working, but 
capability  and  performance  have  to  be 
improved. 
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fitness for cup (top) and player detection (bottom). 

Fig. 2: Regions of interest are manually annotated in 
four different example images. 
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HYPERCOMPLEX ALGEBRAS AS UNIFIED LANGUAGE FOR IMAGE 
PROCESSING AND PATTERN RECOGNITION.  

PART 1. IS THE BRAIN A CLIFFORD ALGEBRA COMPUTER?1 
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We present a new theoretical framework for multidimensional  image processing using 
hypercomplex  and  Clifford  algebras.  The  main  goal  of  the  work  is  to  show  that 
commutative  hypercomplex  algebras  and  Clifford  algebras  can  be  used  to  solve 
problems  of  multi-color  image  processing  and  pattern  recognition  in  a  natural  and 
effective  manner.  One  can  argue  that  nature  has,  through  evolution,  also  learned  to 
utilize  properties  of  hypercomplex  numbers.  Thus,  the  visual  cortex  of  a  brain  might 
have the ability to operate as a Clifford algebra computing device. 

 

Introduction 

One  of  the  main  and  interesting  problem 
of  information  science  is  clarification of how 
animals'  eyes  and  brain  process  color  and 
multicolor images and recognize objects in the 
real  world.  We  know  that  primates  and 
animals  with  different  evolutionary  histories 
have  color  visual  systems  of  different 
dimensionality.  For  example,  primates  have 
dichromatic  and  trichromatic  visual  systems, 
and they can use 2D and 3D channel images to 
recognize  color  images.  Reptiles  have 
multichromatic  visual  systems.  For  example, 
tortoise  visual  system  has  five  types  of  color 
photoreceptors (R,G,B, DC,UV). Shrimps use 
ten  spectral  types  of  photoreceptors  in  their 
eyes to recognize fine spectral details. Practice 
shows  that  animals'  eyes  and  brain 
successfully  process  color  images  and 
recognize  objects  at  different  locations,  of 
different  views  and  illumination,  and  with 
different  degrees  of  blurring.  But  how  is  it 
done by  the brain? How do we see?  How do 
we recognize moving and changing objects of 
the  surrounding  world?  A  moving  object  is 
fixed  in  the  retina  as  a  sequence  of  different 
images. No individual image allows to reach a 
conclusion about the true shape of the object. 
This  means  that  a  set  of  sequential  images 
appearing in the retina must contain a constant 

«something»,  thanks  to  which  we  see  and 
recognize the object as a whole. This constant 
«something»  is  called  invariant.  In  order  for 
an  artificial  pattern  recognition  system  to 
perform  in  the  same  way  as  any  biological 
visual  systems,  the  recognition  result  should 
be  invariant  with  respect  to  various 
transformation groups of  the patterns such as 
translation, rotation, size variation, and change 
in illumination and color. 

 For  a  long  time  multicolor  (MC)  and 
hyperspectral (HS) measurements are used for 
region classification in satellite images.  Here, 
the  term  «MC-,  HS-image»  is  used  for  an 
image with more than one component        
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We  will  interpret  multicomponent  images  as 
multiplet-valued signals  
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which take values in the multiplet (multicolor) 

algebra  1 2 11, , ,..,Mcol k
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and  1 11, ,..., k-e e  are hyperimaginary units.  

Hypercomplex  algebras  generalize  the 
algebras  of  complex  numbers,  and  Clifford 
algebras  generalize  the  algebras  of  complex 
numbers, quaternions and octonions. For MC-
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image  processing  we  use  commutative 
hypercomplex  numbers  of  the  multicolor 
algebra and for recognition of 2D, 3D and  nD 

images  we  turn  the  spaces  2R ,  3R   and  nR  
into corresponding Clifford algebras  (and call 
them the space algebras). 
Our hypotheses are 

1. We suppose  that  a  brain operates  with 
hypercomplex  numbers  when  processing 
multicolor  image  and  calculates  some 
hypercomplex-valued  invariants  of  an  image 
when  recognizing  it.  In  the  algebraic-
geometrical approach, each color or multicolor 
pixel is considered not as a  k D vector, but as 
a  k D hypercomplex number ( k  is the number 
of  image  spectral  channels).  We  suppose  that 
the  human  brain  can  use  the  spinors  and 
multiplet color algebra for mental motions and 
for changing color of images (for example, in 
a  dream),  which  are  contained  in  the  brain 
memory on the so-called «screen of mind». 
2. Brains use different  algebras on  two  levels 
(retina  and  Visual  Cortex-VC).  Multicolor 
images appear on  the  retina as  functions with 
values  in  a  multiplet  k D  algebra  ( k –cycle 
algebra)  where  k   is  the  number  of  image 
spectral  channels.  In  particular,  RGB–color 
images as they appear on the human retina are 
represented  as  triplet–valued  functions.  But 
multicolor images in an animals’ Visual cortex 

are  functions  with  values  in  a  k2 -D  Clifford 
algebra  
3.  Visual  systems  of  animals  with  different 
evolutionary  history  use  different 
hypercomplex  algebras  for  color  and 
multicolor  image  processing.  One  can  argue 
that  the  Nature  has  also  learned  to  utilize 
(through  evolution)  properties  of 
hypercomplex numbers. 

4.  Brain  uses  Clifford  algebra  for 
calculating  of  Clifford-valued  invariants 
during  image  recognition.  Thus,  the  brain 
might  have  the  ability  to  operate  as  Clifford 
algebra  computer.  We  don’t  agree  with 
Kronecker that “Lord created the integers and 
the rest is the work of man”. We think that the 
Lord  knew  Clifford  algebras,  and  he  was  the 
first  engineer  who  used  these  algebras  for 
design annimals visual systems 
In  the  algebraic  approach,  each  pixel  is 
considered not as a multi–dimensional vector, 
but  as  a  hypercomplex  (multi–dimensional) 

number.  For  this  reason,  we  assume  that  the 
human  retina  and  human  VC  use  3D 
hypercomplex  (triplet)  numbers  and  8D 
Clifford  numbers,  respectively,  to  process 
color  (RGB)–images.  Note  that  both  these 
assumptions (vector and hypercomplex natures 
of multicolor images) are only hypotheses. We 
have  no  biological  evidence  in  the  form  of 
experiments  that  would  verify  that  the  brain 
actually  uses  any  of  the  algebraic  properties 
arising from the structures of vector spaces or 
Clifford algebras. We only know that animals 
are  able  to  recognize  objects  in  an  invariant 
manner  and  to  process  multicolor  images 
effectively. 

Algebras and geometries of physical spaces 

We  suppose  that  a  brain  operates  with 
hypercomplex  numbers  when  processing 
image  and  calculates  some  hypercomplex-
valued  invariants  of  an  image  when 
recognizing it. For recognition of 2D, 3D and 

nD  images  we  turn  the  spaces  2R ,  3R   and 
nR  into corresponding Clifford algebras. 

Let  «small»  nD space  nR  be spanned on the 
orthonormal basis of  n  space hyperimaginary 
units 

i
I ,  ni ,,2,1  . We assume 
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and 
ijji

IIII - . Now, we construct the «big» 

n2 D hypercomplex space  2n

R .  
Let    n

n
bbb

221
B,,,b     be  an  arbitrary 

n-bit  vector,  where   1,0B
2


i
b   and  n

2
B   is 

the  nD  Boolean.  Let  us  introduce 
bn

n

bb III 2

2

1

1

b :I  . Then  n2  elements  bI  form a 

basis  of  n2 D  space,  i.e.,  for  all  2n

RC   we 

have  n
2

b bb B
: c I


 C . If  2

1 2,
n

RC C , then we 

can define their product  1 2C C . There are  n3  

possibilities  for  ,1,0,12 -
i

I   ni ,,2,1  . 

Every  possibility  generates  an  algebra. 

Therefore, the space  2n

R  with  n3  rules of the 

multiplication  forms  n3   different  n2 D 
algebras,  which  are  called  the  space Clifford 
algebras.  We  denote  these  algebras  by 
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n

rqpSp IIA n ,,R
1

,,

2
 ,   rqpSp

nA ,,

2
  (or  Sp

nA
2

  if 

n
II ,,

1
 ,  rqp ,,  are fixed). 

There  is  the  conjugation  operation  in 
Clifford  algebras   rqpSp

nA ,,

2
.  It  maps  every 

Clifford  number  0 0 b bb 0
: Ic I c


 C   to  the 

number 
0 0 b bb 0

: Ic I c


 -C .  The  algebras 
 rqpSp

nA ,,

2
  are  transformed  into  n2 D 

pseudometric spaces designed as  , ,

2n

p q rG , if the 

pseudodistance between two Clifford numbers 
A   and  B  is  defined  by 

    ,  - -A B A B A B .  Subspaces  of 

pure  vector  Clifford  numbers 

1 1
n

n nx I x I  R   are  nD  spaces 
, ,:n p q r

nR G .  The  pseudometrics  constructed 

in  , ,p q r
nG   induce corresponding pseudometrics 

in  , ,p q r
nG .  Clifford  numbers   0

0 2nA   of  unit 

modulus  represent  the  rotation  group  of  the 

corresponding  space  , ,p q r
nG   which  is  called 

spinor group  and  is  denoted  by 
  , ,

2n

Sp p q r
ASpin .  We  know  that  generalized 

complex  numbers  and  quaternions  of  unit 
modulus have the following forms: 

0

0

0 0

e cos sin ,

cos sin ,

Ie I

Q e





   

   u u
 

where     is  a  rotation  angle  around  vector-

valued  quaternion 
0

u   of  unit  modulus. 

Clifford spinors    , ,

0 2n

Sp p q r
ASpin  with unit 

modulus have analogous form 

  0 , ,u
0 0 2

cos u sin n

Sp p q r
e A   Spin  

  for appropriate bivector  0u . 

Theorem 1. All motions in 2D, 3D and nD 

spaces  , ,
2
p q rAff G ,  , ,

3
p q rAff G ,  , ,p q r

nAff G  

are represented in the following forms: 

0 0

1 1
0 0 0 0

e e ,    

,     ,Q Q- -

  

    

z z w

x x w x x w 
 

where 0 0u / 2 u / 2/ 2
0 0 0e : ,   : ,   : ,Ie Q e e     

and 0 0 0e 1Q   . If 0 0 0e , , 1Q  , 

then the latter transformations form the the 

«small» affine groups  , ,
2
p q rAff G , 

 , ,
3
p q rAff G ,  , ,p q r

nAff G , respectively). 

Using  this  result,  we  can  describe 
geometrical  distortions  of  images  on  the 
language    of  Clifford  algebras.  These 
distortions  will  be  caused  by:  1)  nD 
translations   x x w ;  2)  nD  rotations 

  1
0 0

- x x w  ;  3)  dilatation:  λx x , 

where  R . If   f x  is an initial image and 

 
0 w f x   is  its  distorted  version,  then 

    
0

1
w 0 0: -

   f x f x w     where     is  a 

scale factor,  , ,, p q r
nx w G .  

Clifford-valued invariants 

Let us assume that  

  , ,: n p q r Mcol
Mcol n kA f x R G  

is  an  image  of    a  multicolor  nD  object. 
Changes  in  the  surrounding  world  can  be 
treated  in  the  language  of  the  spatial-
multicolor algebra as an action of two groups: 

the  space  affine  group   , ,p q r
nAff G   acting  on 

the  physical  space    , ,p q r
nG   and  the  multicolor 

group   kMCG   acting  on  Mcol

k
A .  Let 

   , ,SpMcol p q r
n k G Aff G MCG  be a spatial-

multicolor  group,  and   g , gSp Mcol SpMcolG , 

where   , ,g Sp p q r
nAff G ,   gMcol kMCG .  If 

, ,p q r
nx G   is  a  generalized  space  Clifford 

number  and  Mcol
kA  is multicolor number, 

then all  products of  the  form  x    is  called 
the spatial-color numbers. They form a space-

color algebra 
2

: n

SpMcol Sp Mcol
kA A A  .  Here,  we 

assume  that  all    spatial  hyperimaginary  units 
commute with all color units. 

Definition 1. The SpMcolA -valued functional 

 Jn Mcol    f x  of the image  Mcolf x  is 

called the relative SpMcolG -invariant if  
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   1

Jn g gMcol Sp
Mcol

Mcol
-

  

  

f x

f x

 

 
 

g SpMcol G , where 1,   -   are left and right 
SpMcolA -valued multiplicators. If 1  then Jn  

is called the absolute invariant} and denoted 
by In . 

Let c be the centroid of the image   xf
Mcol

, 

then  functionals 

     
, ,

:
p q r
n

p

p Mcol Mcol


   -x G
f x c f x dxM  

are  called  the  central  SpMcolA -valued  moments 

of  the  nD  image   Mcolf x ,  where  Qp   are 

rational    numbers.  Let  us  clarify  the  rules  of 
moment  transformations  with  respect  to 
distortions of color and geometry of the initial 

images. If   Mcolf x  is initial image, then  

 

   
0 0, , ,w

1 1
0 0 0 0

Mcol

Mcol



- -



  

f x

f x w

 

   
 

denotes  its   kMCG -multicolor  and 

 , ,p q r
nAff G -geometrical  distorted  copy.  Here 

x, w  are  nD  vectors.  Summing  x  with  w 
brings us to image translation by the vector w, 

two-sides  multiplications    1
0 0

- x w    by 

0  and  1
0
-  equivalent to both a  nD rotation 

of  the  vector  x+w  and    a  dilatation  given  by 

factor   .  Here,    1
0 0Mcol Mcol

-f f    is  a 

multicolor transformation of the initial image. 
Theorem 1. The central moments 

p
M  of 

the multicolor images  Mcolf x  are relative  
SpMcolA -valued invariants 

     
     

0 0 0 0, , ,w , , ,w

1
0 0 0 0

Jn

f

p Mcol p Mcol

p n p p
p Mcol

 

 - -

 

   

f x f x   

   

M

M

 

with respect to the spatial-multicolor group  
SpMcolG  with both SpMcolA -valued left 0 0

p n p   

and right 1
0 0

p- -   multiplicators, respectively 

and the normalized central moments 

  

     

  

0 0

0 0 0 0

0 0

, , ,w

1

, , ,w 0 , , ,w

1 , , ,w
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Jn Jn

Jn

p Mcol

p

p Mcol Mcol

p
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f x

f x f x

f x

 

   

 

 

are absolute scalar-valued invariants,  with 
respect to the same group. 

Using  this  theorem  we  can  calculate 
hypercomplex-valued  invariants of grey-level, 
color,  multicolor  and  hyperspectral  2D,  3D 
and  nD  images  for  Euclidean  and  non-
Euclidean geometries. 

Conclusion 

Digital  computers  use  Boolean  algebra.  This 
algebra  is  the  commutative  Clifford  algebra 

 
2

(2)nA GF  over binary Galois field  (2)GF ). 

Are  there  nature  analog  computer working  in 
the  Clifford  algebras?.  Now  we  will  try  to 
answer  to  this  question  by  remembering  the 
question  in  the  title:  ”Is the Brain a  Clifford 
Algebra Computer”? Yes, can be! If this brain 
belongs to an animal being living in  nD  non–

Euclidean  space  , ,p q r
nG and  using  multicolor 

algebra  Mcol
kA for  recognition  of  nD   non– 

Euclidean multicolor images   Mcolf x . 
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HYPERCOMPLEX ALGEBRAS AS UNIFIED LANGUAGE FOR IMAGE 
PROCESSING AND PATTERN RECOGNITION.  

PART 2. COLOR IMAGE PROCESSING1 
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We  developed  a  novel  algebraic  approach  based  on  triplet  algebra  to  color  image 
processing. A family of discrete color-valued transforms has been presented that can be 
used in color image processing and recognition. 

 

Introduction 

We  develop  a  conceptual  framework,  design 
methodologies  and  software-tool  for  color, 
image  processing  systems  with  assessment 
capability.    Color  images  are  composed  of  a 
series  of  images  in  three  optical  bands  at 
wavelengths  , ,R G B   ,  called  RGB-spectral 

channels. Color image can be characterized as 
an  image  consisting  of  3D  vector-valued 
pixels:        

  ,( , ) ( , ), ( , ), ( , )Col R G Bx y f x y f x y f x yf


 
where  each  pixel  is  characterized  by  three 
scalars  representing  its  red  ),( yxf R ,  green 

),( yxfG  and blue ),( yxf B  components.   

Our approach  to  color  image processing 
based  on  triplet  algebra.  In  the  algebraic-
geometrical approach, each color is considered 
not as a 3D vector, but as a 3D hypercomplex 
number.  Real  and  complex  numbers  (from 
signal/image  processing)  can  be  extended  to 
the  generalized  3D  hypercomplex.  Among  of 
different  types  of  hypercomplex  numbers  the 
sets of  so-called  triplet numbers has a special 
status,  because  these  algebras  have  been  a 
fundamental tool in the color image processing 
theory.  In  this  context,  the  full  machinery  of 
grey-level  signal  processing  theory  can  be 
transposed in color image processing theory. 

A  natural  question  that  arises  in  our 
approach  is  the  definition  of  color  transforms 
that  can  be  used  efficiently  in  color  image 
processing.   We propose a wide library of so-

called  ortho-unitary  (color-valued)  transforms 
transforms  for  using  in  image  processing  and 
pattern recognition applications. 

Triplet (color) algebra  

The color images are usually interpreted as 3D 
vectors-valued function.  

   ( , ) ( , ), ( , ), ( , ) .Col R G Bx y f x y f x y f x yf


 
We  will  interpret  color  images  as  triplet-
valued signals       

   
2

( , )

( , ), ( , ), ( , )

( , )1 ( , ) ( , ) ,

Col

R G B

R G B

x y

f x y f x y f x y

f x y f x y f x y



 

  e  e

f


 
(1) 

which  take  values  in  the  triplet  (or  color) 
algebra   

   2 1 2
3 1, , 1 ,col

col col col col col e e   e  eR R R R  

where  col1 ,  1
cole , 2

cole   are color hyperimaginary 

color units,  respectively  and  13 cole . We will 

denote them by 1, 1e , 2e . Numbers of the form  

21x y z  e  e   ( 13 e )  were  considered  by 

Greaves  [1].  According  to  Greaves,  these 
numbers  are  called  the  triplet numbers.  We 
shall  call  them  the  color numbers.    Greaves 

considered  color  number    as  a 

point  of 3D space.   The  addition  and product 
of  two  triplet  numbers  2

1 1 1 1( )r g b   e e  
2

1 2 2 2( )r g b   e e   are given by 

2ee zyx 
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2 2
2 1 1 1 2 2 2

2
1 2 1 2 1 2

2 2
1 2 1 1 1 2 2 2

1 2 1 2 1 2

2
1 2 2 1 1 2 1 2 1 2 2 1

( ) ( )

( ) ( ) ( ) ,

( ) ( )

( )

( ) ( ) .

r g b r g b

r r g g b b

r g b r g b

r r g b b g

r g r g b b rb g g r b

       

     

       

   

     

 

 

e e e e

e e

e e e e

e e

 

It  is  easy  to  see  that  the  triplet  product  is 

isomorphic to 3–point convolution 

1 2 1 1 1 2 2 2

1 2 1 2 1 2 1 2 2 1 1 2

1 2 1 2 2 1

( , , )*( , , )

( ,   ,  

).

r g b r g b

r r g b b g r g r g bb

rb g g r b

 

    

 



 

The  triplet conjugate   of  a  triplet  number 
2( )r g b   e e  is defined as 

2 2 1.r g b r g b      e e e e  

The norm 
2
   is given by 

3

2 2

2 2 2

( )( )

( ) ( ).

col
r g b r g b

r g b rg rb gb

      

   -  


  e e e e

 

The  color  algebra   2
3 1, ,col cole eR   is 

the  direct  sum  of  the  real  R  and  complex  C 
fields: 

 2 1 2
3 1, , 1

,

col
col col col col col

lu ch

e e   e  e 

     

R R R R

R e C E R C


   

where  21 / 3lu   e ee ,   2 2
3 31 / 3ch   e eE  

are  orthogonal  «real»  and  «complex» 
idempotents, respectively, with  

  
2 2,   ,    0lu lu ch ch lu ch ch lu   e e E E e E E e  

and  3

2

3 :


 e . Therefore, every color number 
2x y z  e  e   is  a  linear  combination  

 z ,zlu lu ch ch lu cha a    e E  of the «scalar» 

lu lua e   and  «complex»  parts  zch chE   in  the 

idempotent  basis ,lu che E .  We  will  call  the 

real numbers  Rlua  the luminance (intensity) 

numbers,  and  we  will  call  the  complex 
numbers  C jcbchz   the  chromaticity 

numbers.  For  this  reason,  we  can  consider  a 
color image in the two presentations (formats). 
The first presentation  

  
 

2

( , ) ( , ), ( , ), ( , )

( , )1 ( , ) ( , ) ,

R BGCol

R BG

x y f x y f x y f x y

f x y f x y f x y



  e e

f


 
(2) 

is  called  the  (R,G,B)-format  and  the  second 
presentation     

 

( , ) ( , ) ( , )

( , ), ( , )

col lu lu ch ch

lu ch

x y f x y f x y

f x y f x y

  



f e E
 

(3) 

is  called  the  “luminance-chrominance”  (LC) 
format.  This  format  defines  every  pixel  in 
terms  of  luminance  grey-level  part  ),( yxflu  

and  complex-valued  chrominance  part 
),( yxchf ,  where  | ),( yxchf |  is    saturation    and 

arg( ),( yxchf )  is  hue  of  ),( yxf col .    In  the 

second  form  we  have  separated  the  color 
image  into  two  terms:  the  luminance 
(intensity)  term   yxf lu ,   and  the  chromacity 

term   yxch ,f  (color information). Obviously, 

32( , )

( , ) ( , )
colL

x y

col col dxdyx y x y


 
R

f f


 

is the norm of a color image  ( , )col x yf . 

  One of the primary applications of this 
work  could  be  in  edge  detection  and  color 
image compression. For the edge detection, we 
convolve the color   33 -masks   ,colM i j  with 

color  image   ji
col

,f . We use color Prewitt's-

like masks for detection of horizontal, vertical, 
and diagonal  edges. As  entries  instead of  real 
numbers these masks have triplet numbers: 

2

2 2 2

2

2 2

2

    1         1 0 1

   0    0    0 ,   0 ,

1 0

   0   1        0

1   0 ,   1    0 ,  

  0 0 1

H V
col col

RD LD
col col

M M

M M

   e e -
   

  e -e   
   - -e -e e -e   

 e e e 
  

 - e  -e  
  -e - e - -e   

  

We  see  that  triplet  color  detector  is  realized 
without multiplications. Figure 1 shows result 
of color edge detecting. 

 
Fig. 1. Color edge detector. Left: original image, 

right:detected edges. 
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Ortho-unitary transforms  

Generalized  Fourier  analysis  based  on 
orthogonal  and  unitary  transforms  plays  an 
important role in DIP. Transforms, notable the 
classical  Discrete  Fourier  Transform  (DFT), 
are  extensively  used  in  digital  image  filtering 
and  in  power  spectrum  estimation.  Other 
Fourier  transforms  -  e.g.  the  discrete 
cosine/sine  transforms  (DCT/DST),  wavelet 
transforms - are frequently employed in digital 
image  compression.  All  the  above-mentioned 
transforms  are  used  in  single-channel  digital 
image  processing.  A  natural  question  that 
arises in our approach is the definition of color 
and  multicolor  (RGB-channel  and 
multichannel)  transforms  that  can  be  used 
efficiently  in  color  and  multicolor  image 
processing.  
  In  our  work,  we  ask  the  question, 
«What can we ascertain about image when the 
range  of  the  image  function  is  viewed  as 
hypercomplex  algebra?»  Working  over  past 
several  years,  we  have  begun  to  develop  a 
rudimentary  understanding  [2-4].  We  have 
focused  on  the  development  of  the  color 
wavelet  transforms,  design  of  fast  serial  and 
parallel  algorithms  for  realizing  these 
transforms, and efficient implementations. 

2D  discrete  color  (NxN)-image 

 
, 1

f ,
Ncol

i j
i j


       can  be  defined  as  a  2D  (NxN)-

array in the (R,G,B) or (LC) formats  

  
 

 

2
3

2

, : ,

, : .

col col
N

col
N

i j

i j



 

f Z

f Z R C



 

Here,  every  color  pixel   ,col i jf   at  position 

 ji,   is  a  triplet  number  in  (R,G,B)-  or  LC-

formats,  respectively.  Generalized  Fourier 
analysis  based  on  orthogonal  and  unitary 
transforms  plays  an  important  role  in  digital 
signal/image processing as currently practiced. 
A natural question  that arises  in our approach 
is  the  definition  of  triplet-valued  transforms 
that  can  be  used  efficiently  in  digital  color 
image  compression.  In  this  work  so-called 
ortho-unitary transforms are introduced. 

We say the operator 
2D    col colL    f F  

     
2 2

2 :
N Ncol col

D k kL    

is  ortho-unitary  if  it  maintains  the  norm  of 

color images  ( , )
Lcol i jf . It should be noted that 

orthogonal  transforms  keep  the  norm  of  real-
valued (gray-level) images, unitary transforms 
keep  the  norm  of  complex-valued 
(bichromatic)  images.  For  this  reason,  ortho-
unitary  transforms  are  a  generalization  of 
orthogonal  and  unitary  transforms  for  color 
images. In LC format ortho-unitary transforms 
can  be  constructed  with  help  an  orthogonal 

D2O  and unitary  DU 2  transforms 

   2 2 2 2 2,D D lu D ch D DL O U O U  e E  
The  simplest  form  of  ortho-unitary  transform 
for  image  processing  is  a  separable  2D 
transform formed  from  two 1D  transforms by 
tensor product  

     
2 1 1

1 2 1 2 ,

D D D

lu ch

L L L

O O U U

  

   e E  

where     is  the  symbol  of  tensor  product. 
Using  separable  transforms  reduces  the 
problem  of  designing  efficient  ortho-unitary 
2D  transforms  to  a  one-dimensional  problem, 
and  almost  all  current  compression  approach 
employ  separable  transforms.  It  is  possible  to 
use  one  pair  of  orthogonal  and  unitary 
transforms,  when  OOO  21   and 

UUU  21 .  In  this  case  we  obtain  a  wide 

family of ortho-unitary transforms: 

     2D lu chL O O U U   e E  
using different 1D  orthogonal  transforms  D1L

lu chO U e E .  Every  pair   UO,   of  an 

orthogonal  O  and  an  unitary  U  transforms 
generates  ortho-unitary  (triplet-valued) 
transform  D1L lu chO U e E .  

 

 Table 1. Table heading 
  F   W   Hd   Ht  

W    W,F    W, W    W, Hd    W,Ht  

Hd    Hd, F    Hd, W    Hd, Hd    Hd, Ht  

Ht    Ht,F    Ht, W    Ht, Hd    Ht, Ht  

Hr    Hr,F    Hr, W    Hr, Hd    Hr, Ht  

Wv    Wv,F    Wv, W    Wv, Hd    Wv, Ht  
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For  example,  the  table  1  shows  some 
possibilities,  where  , , ,W Hd Ht   ,Hr Wv   are 

Walsh, Hadamard, Hartley, Haar, and Wavelet 
orthogonal  transforms,  respectively,  and 
  , , ,F W Hd Ht   are  Fourier,  Complex  Walsh, 

Complex  Hadamard,  Complex  Hartley 
transforms.  Some  examples  of  basis  color 
functions  of  color  transforms  are  shown  in 
Figures 2-4.  

Conclusion 

In  this  study  we  define  new  methods  of 
constructing  triplet–valued  (color)  transforms 
They are based on triplet algebra. Further work 
will be concentrated on application aspects of 
obtained results. 
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Fig. 2. 2D Color Walsh-Fourier  lu ch  W e F E  2D 

basis functions. 

 
Fig. 3. 2D Color Hartley-Fourier  lu ch  Ht e F E   

2D basis functions. 

 
Fig. 4. Color Haar-Fourier   lu ch  W e F E  2D 

basis functions. 

 



48 

1This work was supported by RFBR (grants  № 13-07-12168, BR № 13-07-00785)  
and by MES RF grant № 218-03-167 

HYPERCOMPLEX ALGEBRAS AS UNIFIED LANGUAGE FOR IMAGE 
PROCESSING AND PATTERN RECOGNITION.  

PART 3. HYPERSPECTRAL IMAGE PROCESSING1 
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We developed a novel algebraic approach based on hypercomplex and Clifford algebras 
to  color,  multicolor  and  hyperspectral  image  processing.  A  family  of  discrete  Color-
valued, multicolor-valued and hyperspectral-valued 2D Fourier and Wavelet transforms 
has  been  presented  that  can  be  used  in  color,  multicolor  and  hyperspectral  image 
compression.  

 

Introduction 

We  develop  a  conceptual  framework, 
design  methodologies  and  software-tool  for 
color,  multicolor  and  hyperspectral  image 
processing systems with assessment capability.  
Multi-color  and  hyper-spectral  images  are 
composed  of  a  series  of  images  it  different 
optical  bands  at  wavelengths  1 2, ,..., K   , 

called  spectral  channels,  where  K  is  the 
number  of  different  optical  channels.  Hyper-
spectral  cameras,  based  on  electronically 
tunable  filters  (ETF),  produce  a  stack  of 
images at a sequence of channels, forming the 
familiar  “3D  image  cube”  of  ),,( yx -

dimensions (2 spatial  ),( yx -dimensions and a 

third spectral   -axis). Each pixel in the image 
),,( yx -cube,  therefore,  represents  the 

spectrum at the wavelengths K ,...,, 21 of the 

observed  scene  at  point ),( yx .  Multi-color  or 

hyper-spectral  image  can  be  characterized  as 
an  image  consisting  of  K dimension  (K-D) 
vector-valued pixels:        

 1 2( , ) ( , ), ( , ), ..., ( , )Mcol Kx y f x y f x y f x yf


 
A common example of such a data set is color 
(3-channel or 3-band) image 

  ,( , ) ( , ), ( , ), ( , )Col R G Bx y f x y f x y f x yf


 
where  each  pixel  is  characterized  by  three 
scalars  representing  its  red  ),( yxf R ,  green 

),( yxfG   and  blue ),( yxf B   components.    A 

second  example  is  hyper-spectral  image 
gathered from remote sensing platforms. These 
systems  gather  data  from  a  single  area of  the 
earth’s  surface  at  K  of  optical  wavelengths 
(channels).  For  some  systems  each  pixel 

),( yxf


can  consist  of  some  hundreds  spectral 

components.  If  the  image  is composed of few 
spectral  channels  (less  than  10)  it  is  called 
multi-spectral while  the  image consisting of a 
several  tens  or  hundreds  of  bands  is  called 
hyper-spectral. In rest of the invention we use 
the  term multi-spectral  (or K-channel)  images 
to  mean  both  multi-color  and  hyper-spectral 
images.  

Our  approach  to  color,  multicolor  (MC) 
and  hyperspectral  (HS)  image  processing 
based on hypercomplex and Clifford algebras. 
In  the  algebraic-geometrical  approach,  each  
color or multicolor pixel is considered not as a 
k D vector, but as a  k D hypercomplex number 
( k   is  the number of image spectral channels). 
Real and complex numbers (from signal/image 
processing) can be extended to the generalized 
complex  numbers  we  have  named 
hypercomplex.  The  theory  of  numbers  has 
always  been  a  quite  fascinating  and  rich 
subject,  especially  when  these  numbers  are 
described  in  terms  of  algebra.  Along  these 
lines,  hypercomplex  algebras  play  a  central 
part  in  the  theoretical  physics,  quantum 
computing, signal/image processing, as well as 
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in mathematics. And among of different types 
of hypercomplex numbers the sets of so-called 
triplet  (multiplet)  and  Clifford  numbers  has  a 
special status: mainly because it is a 3D and  k
D  algebras  of  color  and  multicolor 
(hyperspectral)  numbers.  Thus  these  algebras 
have  been  a  fundamental  tool  in  the  color, 
multicolor and hyperspectral image processing 
theory.  In  this  context,  the  full  machinery  of 
grey-level  signal  processing  theory  can  be 
transposed  in  C-,  MC-  and  HS-image 
processing theory. 

A  natural  question  that  arises  in  our 
approach  is  the  definition  of  color  and 
multicolor  (RGB-channel  and  multichannel) 
transforms that can be used efficiently in color 
and multicolor image processing.  We propose 
a  wide  library  of  so-called  multiorthounitary  
transforms  for  using  in  image  processing  and 
pattern recognition applications. 

Multiplet (multicolor) algebra  

The  multicomponent  (multicolor  and 
hyperspectral)  images  are  usually  interpreted 
as  k D vectors  

   1 2( , ) ( , ), ( , ), , ( , )Mcol kx y f x y f x y f x yf   
We  will  interpret  multicomponent  images  as 
multiplet-valued signals  

 

 1 2

1

( , )

( , ), ( , ), , ( , )

( , )1 ( , ) ... ( , ) ,

Mcol

k

k
R G B

x y

f x y f x y f x y

f x y f x y f x y -



 

  e  e

f

  
(1) 

which take values in the multiplet (multicolor) 
algebra   

  
 1 2 1

1 2 1

1, , ,..,

1 ... ,

Mcol k
k

k

-

-

 e e e 

   e  e   e

R

R R R R


 

where 
  
e 0,e1,e 2,...,e k-1  are hyperimaginary 

units and 1k e . Multiplet  numbers    are 

represented in its basic form by  

1 2 1
0 1 2 1... ,k

ka a a a -
-     e e e  

where    ,     1,2,..., 1ia i k  -R . 

  The  addition  and  multiplication  of 
muliplet numbers  1  and  2  are given by 

 

1 2

1 1 1

0 0 0

.
k k k

n n n
n n n n

n n n

a b a b
- - -

  

  

   
      
   
  

  

e e e
 

and 

1 2

1 1 1

0 0 0

,
k k k

n n n
n n n

n n n

a b c
- - -

  

  

   
     
   
  

  

e e e
 

where 

1

0

k

ml l m
m

c a b
-



    

It  is  easy  to  see  that  the  multiplet  product  is 

isomorphic to k–point convolution 

1 2 0 1 0 11 1

0 1 1)

( , ,..., )*( , ,..., )

( , ,..., .
k k

k

a a a b b b

c c c
- -

-

 



 
 

The multiplet conjugate   of a multiplet number 
1

0

k
n

n
n

a
-



  e  is defined as 

1 1

0 0

.
k k

n n
n n

n n

a a
- -

-

 

   e e  

The norm 
2
   is given by 

1 1

0 0

1 1

0 0

.

k k
n m

n n
n m

k k
n m

n n
n m

Mcol
k

a a

a a

- -
-

 

- -
-

 

  
  

  

  
   
  

   

 


  e e

e e

 

 The algebra   1 11, ,...,Mcol k
k

- e eR   is  the 

direct sum of the real R and complex C fields: 

 

1
2

1 2

1

1

2
1

1

R R , if   even,

R , if   odd,

lu chk kMcol
k

k

j
lu lu ch

j

k

j
lu ch

j

k

k

-



-



  


     


 

   






R R C

e e C E

e C E



   

where  i
lue  and  j

chE   are  "real"  and  "complex" 

orthogonal idempotents, respectively, with  
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2 2

,   ,   .i i j j i j j i
lu lu ch ch lu ch ch lu  e e E E e E E e  

Therefore,  every  multiplet  (multicolor) 

number     is  a  linear  combination  of 
lu

k  

«scalar» parts and 
ch

k  «complex» parts:  

     
1 1

,
lu chk k

ji
i jlu ch

i j

a z
 

    e E  

where  2,1
lu

k   and 
2

1
,

2

-


kk
k

ch
  if  k   is odd 

or even, respectively. 
  The real numbers  ia R  are called the 

multi-intensity numbers and complex numbers 

j b ic  z C  are called the multi-chromacity 

numbers.  For  this  reason,  we  can  consider  a 
multicolor  image  in  the  two  presentations 
(formats). The first presentation  

  1 1

( , )

( , )1 ( , ) ... ( , )

Mcol

k
R BG

x y

f x y f x y f x y -



  e   e

f


 

is  called  the  multiplet-format  and  the  second 
presentation     

 
1 1

1 1

( , )

( , ) ( , )

( , ),..., ( , );   ( , ),..., ( , )lu ch

lu ch

Mcol

k k
j ji i

lu lu ch ch
i j

k k
lu lu ch ch

x y

f x y x y

f x y f x y x y x y

 

  
   



    



 

f

e f E

f f

 

is  called  the  “multiluminance-chrominance” 
(MLC)  format  [1-2].    This  format  defines 
every  pixel  in  terms  of  luk   luminance  gray-

level  parts        1 ,..., luk
lu luf fx x   and  chk  

complex-valued  chrominance  parts 

    1  ,..., chk
ch chf x f x , where  

  
1 2, ,...,( , ) ( , ) ( , )chk
ch ch chx y x y x yf f f  

are multisaturations and  

       1 2arg ,arg ,..,arg( , ) ( , ) ( , )chk
ch ch chx y x y x yf f f  

are  multihues  of  multicomponent  image 

( , )
Mcol

x yf . Obviously, 

2( , )

( , ) ( , )
Mcol
kL

x y

Mcol Mcol dxdyx y x y


 
R

f f


 

is the norm of a color image  ( , )Mcol x yf . 

Ortho-unitary transforms  

2D  discrete  multicomponent  (NxN)-

image   
, 1

,
N

Mcol

i j
i j


  f     can  be  defined  as  a  2D 

(NxN)-array  in  the  multiplet-format  or  in  the 
multiluminance-chrominance formats  

  
 

 

2

2

, : ,

, : .lu ch

Mcol Mcol
N k

k kMcol
N

i j

i j



 

f Z

f Z R C



 

Here,  every  multi-spectral  pixel   ,Mcol i jf   at 

position   ji,   is a multiplet-valued number  in 

the multiplet-format or in the multiluminance-

chrominance formats, respectively.  

We say the operator  2D
Mcol Mcol   f FL  

     
2 2

2 :
N NMcol Mcol

D k k L  
is  ortho-unitary  if  it  keeps  the  norm 

( , )
LMcol x yf  of color images. It should be noted 

that 1) orthogonal transforms keep the norm of 
real-valued  (gray-level)  images,  2)  unitary 
transforms  keep  the  norm  of  complex-valued 
(bichromatic)  images  and  ortho-unitary 
transforms keep the norm of color images [??].   
For  this  reason,  multiortho-unitary  transforms 
are a generalization of orthogonal, unitary and 
orto-unitary  transforms  for  MC-and  HS- 
images.  
  The  simplest  form  of  ortho-unitary 
transform for  image  processing  is  a  separable 
2D  transform  formed  from  1D  transforms  by 
tensor product  2 1 1D D D L L L , where  

   

1 1 1
1 1

1 1
1 1 1 1

1

1 1
0

, , ; , , ,

lu ch

lu ch
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i i j j

D D lu D ch
i j

k k

D D D D
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n n

D D
n

O U

O O U U

L
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 e

e E

 

L

L

 

in GLC and multiplet formats, respectively. 
  In  MLC  format  multiortho-unitary 
transforms  can  be  constructed  with  help  an 
orthogonal 

lu
k  orthogonal  1

2 2, , , luk
D DO O  and 

ch
k  

unitary  1 2
2 2 2, , , chk

D D DU U U  transforms 

  
 

1 1 1
1 1

1 1
1 1 1 1, , ; , , ,

lu ch

lu ch
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D D lu D ch
i j
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O U
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In  this  work  we  use  the  following  1D  m-plet 
valued transforms 

  


1
1 1

1 1

lu ch

lu ch

k k
i i j j

D lu ch
i j

k k
i i j j

lu ch
i j

O O

O O

 

 

   
        
   

    
         

    

e Δ E

e Δ E

L

 

where   1 2, , , luk      are    luk   real-valued 

diagonal matrices:  

0 1 1( , ,..., ),    1,2,..., ,  s s s s
N ludiag a a a s k-    

 2 , ,lu lu chk k k Δ Δ   are 
ch

k   diagonal  complex 

matrices: 

0 1 1( , ,..., ),    1, 2,..., .t t t t
N chdiag t k- Δ z z z  

and 


0 1 1( , ,..., )Ndiag -Δ     

is triplet-valued diagonal matrix, where 

1 1

,  r

lu chk k
j ji s

r rlu ch
i j

a
 

  
   

    e z E  

and   0,1,..., 1.r N -  
  The  more  “simplest”  form  of  triplet 
numbers  r   is    .ri

r  e   In  this  case 
0 11, ,..., Ni iidiag -  e e e ( ) . Note  that  the product of 

ri
r  e   with  a  multicolor  pixel 

1

0

( , )( , )
k

r
r

r
Mcol f x yx y

-



ef


  is  realized  without 

multiplications  as  right  shift  of  color 
components  

1 1

0 0

( , ) ( , )
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 e
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f f
 



 

In  this  case  the  situation  is  the  same  as  for 
number theoretical transforms. For this reason, 
multiplication  complexity  of  diagonal  matrix 

)( 110 ,...,,~ - Ndiag eee  is equal to zero.  

Conclusion 

We developed a novel algebraic approach 
based  on  hypercomplex  algebras  to 
hyperspectral  image  processing.  A  family  of 
discrete  hyperspectral-valued  2D  Fourier 
transforms  has  been  presented  that  can  be 
used  in  image  compression  and  pattern 
recognition.  
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MULTIPARAMETRIC WAVELET TRANSFORMS AND PACKETS1 

V. Labunets2,3, D. Gainanov2,4, D. Berenov2,5 

Labunets V., Gainanov D., Berenov D. Multiparametric wavelet transforms and packets 
2 Urals Federal University, Ekaterinburg, Russia, 

3 vlabunets05@yahoo.com, 4 damir@dc.ru, 5 berenov@dc.ru 

The  main  goal  of  the  paper  is  to  show  that  wavelet  transforms  and  packets  have  the 
multiparametric representation in the form of a product of the rotation Jacobi matrices. 
Each  multiparameric  wavelet  transform  (MPWT)  depends  on  several  free  Jacobi 
parameters.  When  parameters  are  changed  multiparametric  transform  is  changed  too 
taking form of all known and unknown orthogonal wavelet transforms. It gives unified 
approach to describing a wide set of cyclic orthogonal wavelet transforms and endows 
with adaptive properties of those transforms. 

 

Introduction 

The wide class of orthogonal wavelet transforms  
  can be defined by two sets of coefficients 2, 
[1],  [2]:  0h ,  1h ,  …,  1Lh -   and  0g ,  1g ,  …,  1Lg - , 

where  2L D  is an even number. In fact   is 
determined only by a set of  h -coefficients  0h ,  1h , 

…,. 1Lh - ,  since  the  second  set  of  coefficients  is 

usually  assigned  according  to  the  rule  0 1Lg h - , 

1 2Lg h - - , …,  1 0Lg h-  - . For this reason we will 

designate wavelet transform as  
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where   
2

log 2m D  the smallest positive integer 

such that  1
2 2 2

m m
D

-
  . For example. 
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Coefficients  0h ,  1h ,  …,  1Lh -   depend  upon  each 

other.  The  coefficients,  which  we  can  change 
independently of one another will be called angle-
parameters in this paper.  

We  will  prove  that  multiparametric 
presentation of wavelet  transform exists and that 
any  orthogonal  wavelet  transform  (WT)  and 
wavelet  packets  (WP)  depends  on  D   angle-
parameters   0 ,  1 , …,  1D - :  

0 1 1 0 1 12 2
, , , , , , .n nL Dh h h - -

            

Multiparametric presentation of atomic WT 

In order to find multiparametric form of WT we 
will use  the Jacobi  rotations. For  that we should 
define the  (2 2 )n n  sparse rotation matrix on an 

angle     in  the plane spanned on  i   and  j  basis 

vectors:  
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, ( ) ,

1 0 0 0

0 0

0 0

0 0 0 1

i j

i j

i

j

c s

s c-



 
 
 
 
 
 
 
 
 
 
 

CS

  

    

  

    

  

    

  

  

where   cosc   and   sins  .  

As we see from (1) the WT 
2n  is factorized 

into  a  product  of  sparse  matrixes 

0 1 12
, , ,n Lh h h -

   ,  named  stairs-like  atomic 

WTs.  We  will  multiply  0 1 12
, , ,n Lh h h -

     by 

, ( )i j CS  matrix sequentially with such choice of 

angles     that  product 
00 0, ,( ) ( )kk ki j i j  CS CS   

0 1 12 , , , Ln h h h -
       will  be  permutation  matrix  or 

unit matrix.  
As  an  example,  we  have  taken  the  atomic 
Daubechies-6   8 8 -matrix: 

8 0 1 2 3 4 5

0 1 2 3 4 5

0 1 2 3 4 5

4 5 0 1 2 3

2 3 4 5 0 1

5 4 3 2 1 0

5 4 3 2 1 0

1 0 5 4 3 2

3 2 1 0 5 4

, , , , ,

.

h h h h h h

h h h h h h

h h h h h h

h h h h h h

h h h h h h

h h h h h h

h h h h h h

h h h h h h

h h h h h h

   

 
 
 
 
 
 

  - - -
 

- - - 
 - - -
 
  - - - 



 (2) 

The angle  0  can be chosen such a way that the 

coefficient  5 0h   in the zeroth and fourth rows in 

the left product of matrix (2) by  0,4 0( )CS . In this 

case coefficient  4h  will be zero in the same rows 

too: 

 0,4 0 8 0 1 2 3 4 5( ) , , , , ,h h h h h h   CS    

0 1 2 3

0 1 2 3 4 5

4 5 0 1 2 3

2 3 4 5 0 1

3 2 1 0

5 4 3 2 1 0

1 0 5 4 3 2

3 2 1 0 5 4

,

h h h h

h h h h h h

h h h h h h

h h h h h h

h h h h

h h h h h h

h h h h h h

h h h h h h

    
 
 
 
 
 

     - -
 

- - - 
 - - -
 
 - - - 

0 0

0 0

 

if  the  angle  is  chosen  such  that  0 5 0 0 0c h s h-  , 

where   0 0cosc   and   0 0sins  . Hence, 

3,7 0 2,6 0 1,5 0 0,4 0

8 0 1 2 3 4 5

0 1 2 3 4 5

0 1 2 3 4 5

4 5 0 1 2 3

2 3 4 5 0 1

5 4 3 2 1 0

5

0 0

0 0

0 0

0 0

0 0

0 0

0 0

0 0

( ) ( ) ( ) ( )

, , , , ,h h h h h h

h h h h

h h h h

h h h h

h h h h
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s c
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s c
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h h4 3 2 1 0
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2 3 0 1
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1 0 3 2

3 2 1 0
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8 0 1 2 3, , , .h h h h






      AWT

 

As  a  result  we  get  a  new  atomic  matrix 

8 0 1 2 3, , ,h h h h     
 with only four coefficients. To 

get  the  atomic  matrix  with  two  coefficients  we 
should iterate foregoing procedure: 

0,7 1 3,6 1 2,5 1 1,4 1

8 0 1 2 3 8 0 1

( ) ( ) ( ) ( )

, , , , .h h h h h h

   

            

CS CS CS CS   

   

Reiteration  of  this  procedure  on  matrix 

8 0 1,h h   
 results in: 

1,7 2 0,6 2 3,5 2 2,4 2

8 0 1 8

( ) ( ) ( ) ( )

, ,h h

   

    

CS CS CS CS

P

   

  
(3) 

where  8P  is a quasipermutation matrix (there are 

only  1  or  1-  in every row and in every column 
of it). As the final result we get: 

1,7 2 0,6 2 3,5 2 2,4 2

0,7 1 3,6 1 2,5 1 1,4 1

3,7 0 2,6 0 1,5 0 0,4 0

8 0 1 2 3 4 5 8

( ) ( ) ( ) ( )

( ) ( ) ( ) ( )

( ) ( ) ( ) ( )

, , , , , .h h h h h h

     

      

      

   

CS CS CS CS

CS CS CS CS

CS CS CS CS

P

   

   

   



 

From  here  we  obtain  the  multiparametric 
representation of the atomic WT matrix: 

          8 0 1 2 3 4 5, , , , ,h h h h h h     
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     0 1 2
8 0 8 1 8 2 8=  ,-  -  - T T T P    

where   cosi ic 
,   sini is 

,  0,1,2i    and 

every  matrix   8 iT
  is  the  product  of  the 

following sparse rotation CS -matrixes: 
         
         
         

0
8 0 3,7 0 2,6 0 1,5 0 0,4 0

1
8 0 0,7 0 3,6 0 2,5 0 1,4 0

2
8 0 1,7 0 0,6 0 3,5 0 2,4 0

,

,

.

    

    

    







T CS CS CS CS

T CS CS CS CS

T CS CS CS CS
 

This  result  is general and valid  for any   2 2r r
 

atomic matrix: 

 
1

0 1 2 12 2 2
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, , ,r r r

D
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i D
i

h h h
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P T    

and, therefore, 

 
0

0 1 2 12 2 2
1

, , , .r r r

i
D i

i D

h h h -
 -

-
 

     
 
 T P   

(4) 

It  is  the  multiparametric  representation  of  the 
atomic WT matrix. 

Multiparametric representations of WT and 
WP 

Let’s  begin  with  consideration  of   16 16  

Daubechies-4  wavelet  transform.  In  the  matrix 
form  it  is  the  product  of  the  following  atomic 
matrixes: 

     16 0 1 2 3 4 12 8 8 16, , , .h h h h        I I     
Every  atomic  matrix  4 ,  8 ,  16   can  be 

represented in multiparametric form: 

   
   
   

0 1
4 4 0 4 1 4

0 1
8 8 0 8 1 8

0 1
16 16 0 16 1 16

,

,

.

- -

-

- -
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T P

 


 

It is two-parametric form of Daubechies-4 WT. It 
is  possible  to  obtain  all  the  transforms  of 

16 0 1 2 3, , ,h h h h   -type  by  changing  the  angles 

0  and  1 .  

All  the  atomic  matrices  in  multiparametric 
representation  of  WT  are  characterized  by  the 
same set of angle-parameters. And all the angles 
have equal values in each atomic matrix and have 
to  be  chosen  synchronously.  Of  course,  it  is 
possible  to  use  different  angles  sets  in  different 
atomic  matrixes  and  to  change  them  not 
synchronously,  but  in  this  case  we  will  get 
heterogeneous WT.  

The  most  general  expression  for 
multiparametric  presentation  of  WT  is  the 
following: 

0 1 2 1 0 1 12 2

1 0

1
1 1

1 1 2 22 2

[ , ,..., ] , ,...,

= ( ) ,

n nD D

n m

i n n r
r i D

n r n r
i

h h h - -

- 

- 
  -

-  -  -
-

   

  
  

  
  T P I

  



 

 
(5) 

where 
2n r-
  is  addition  modulo  2n r- .  The  last 

expression  presents  any  WT  in 
multiparametric  form.  For  example,  for 

 16 0 1 5, , ,h h h   from (5) we have 



55 

 

   

   

       

       

16 0 5 16 0 1 2

8 0 5 8 16 0 5

0 1 2 2
8 8 0 8 1 8 2 8 8

0 1 2 2
16 16 0 16 1 16 2 16

1

1

,..., , ,

,..., ,...,

.

h h

h h h h

-

-

 

     

         

       

I

P T T T C I

P T T T C

  

  

  

 

 

 
(6) 

The  classical  WT  with  coefficients 

0 1 2 1, ,..., Dh h h -   is  constructed  from  atomic  WT 

according to the following rule: 

0 1 2 12
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The  atomic  transform  is  used  only  once 
within each iteration in (6). In fact, the atomic 
transform  could  be  repeated  not  more  then 

1 12 / 2 2n n r r-  -  times. Let  1 2 12
( , ,..., ,..., )r r r r r

t rs s s s -s  

be  a  binary  12r- -digital  integer.  Every  binary 
digit  r
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All  such  matrices  form  a  packet  of  atomic 
matrices  
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Using  atomic  packets 12
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- - in  (7),  we 

obtain discrete controlled WP 
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with discrete binary parameters  
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Substituting  this  expression  in  (8),  we  obtain 
the multiparametric representation of WP 
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For inverse WT we have 
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where 
2r
   is  addition  modulo  2r .  Obviously 

inverse wavelet packet is: 
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Conclusion 

In this paper we defined the new representation of 
orthogonal  wavelet  transform,  named 
multiparametric  forms  of  cyclic  orthogonal  WT 
(5)  and WP  (8). These  forms are  the product of 
sparse  rotation matrixes. Defined  representations 
of  WT  and  WP  depend  on  finite  set  of  free 
parameters,  which  could  be  changed 
independently  of  one  another.  For  each  set  of 
parameters  values  we  get  the  unique  orthogonal 
WT and WP.  
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In this work we find optimal values of parameters of multiparameric wavelet transform 
(MPWT)  for  which  spectral  wavelet  coefficients  have  minimal  entropy.  Obviously, 
wavelet  transform  with  optimal  parameters  have  maximal  value  of  coefficient  ratio. 
Experiments show that there are several global optimal values with different computer 
complexities. MPWT with minimal computer complexity and maximal coefficient ratio 
is the best wavelet transform for image compression.  

 

Introduction 

The  common  way  to  analyze  and  describe 
complicated signals and images is to represent 
them  as  a  superposition  of  simple  signal  or 
images.  Most  of  the  currently  available 
approaches to signal/image representations are 
based on “Single Integral Transform Concept”. 
The  integral  transforms  and  signal 
representations  associated  with  them  are  the 
most important of any representation. The best 
known examples  are  the  Fourier  and  Wavelet 
transforms.  However,  there  are  many  other 
transforms  (representations)  which  can  be 
interesting  for  image  and  signal  processing. 
An important aspect of these representations is 
the  possibility  to  extract  relevant  information 
(which  is  actually available, but hidden)  from 
signals  and  images  in  their  complex  initial 
form. The extracting of relevant information is 
the  most  important  part  of  the  signal/image 
analysis  and  interpretation.  However,  the 
diversity  of  problems  that  face  science  is  so 
great that there is no available single universal 
method  which  would  be  well  suited  to  all 
problems  simultaneously.  We  hope  that  this 
difficulty  can  be  overcome  using  so-called 
“Best  Transform  Concept”,  based  on 
multiparametric  wavelet  transform  (MPWT 
and MPWP) [1-9].  One of the most important 
challenges is to find the best representation for 
the  signals  or  images.  Our  approach  to  the 
signal  is  based on  the orthogonal MPWT and 
MPWP.  This  approach  consists  of  three main 
steps: 

1.  Select  a  best  transform  (optimal  basis) 
for  the  problem  at  hand  from  continuous 
family  of  transforms  belonging  to  the 
multiparameteric  wavelet  transform  (5)  or 
packet  (8)  in  [1].  Each  MPWT  (or  MPWP) 
depends  on  one  or  more  free  parameters. 
When  parameters  are  changed  in  some  way, 
the type and form of transform are changed as 
well.For example, MPWP  0 1 12

, , ,n D-
      

may  be  the  discrete  Fourier  transform  (DFT) 
for  some  values  of  parameters,  or  discrete 
Walsh  transform  (DWT),  discrete  Hartley 
transform  (DHT),  discrete  cosine  transform 
(DCT) for other values (see Fig. 1 and Fig.2).  

 
Fig. 4. Space of MPWT  0 12

,nT   .  

This  property  enables  us  to  calculate  the 
spectra of signals and images for a continuous 
number  of  transforms.  When  parameters  are 
changed,  MPWT  calculates  the  spectra  of  an 
image  for  all  transforms  belonging  to  MPWP 
and  finds  the  best  possible  transform  by 
optimizing certain criteria.  
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Fig. 2. Basis pictures of 2D 3-parametric WT 

 3 0 1 22
, ,T     (left). Forms of mother and father 

functions (right) for different values of   0 1 2, ,   . 

While  in  the  classic  signal/image  processing 
systems  (based on “Single  Integral Transform 
Concept”)  we  observe  a  single  “photo”  of 
spectrum  (for  example,  the  spectrum  of  an 
image in a concrete Daubechies basis), then in 
MPWP  we  observe  a  “movie”  consisting  of 
image  spectra  (transformed  images)  for 
different  transforms belonging  to MPWP. We 
can  then  select  the  best  transform  (the  best 
coordinate  system). The main  reason  to use  a 
continuous  family  of  transforms  instead  of  a 

single  transform  (for  example,  Daubechies, 
Walsh  or  Haar-wavelet)  is  that  we  may  lose 
our flexibility for handling various changes in 
images or manifolds. 

2.  Sort  the  components  of  transformed 
domain  by  “importance”  for  a  specific  task 
and  discard  “unimportant”  components.  What 
is best and “important” clearly depends on the 
problem.  Usually,  a  best  transform  for 
representing  a  signal  or  image  should  give 
large  magnitudes  along  a  few  axes  and 
negligible  magnitudes  along  most  axes  when 
signal or image is expended into the best basis 
associated  with  best  transform.  For  image 
compression,  a  basis  which  provides  only  a 
few  large  components  in  the  transformed 
domain  should  be  used  since  we  can  discard 
the  other  components  without  large  signal 
degradation.  A  basis  through  which  we  can 
“view”  classes  as  maximally-separated  point 
clouds in  the  N -dimensional space (where  N  
is  the  number  of  pixels  in  each  image)  is  an 
option.  In  this  case,  the  “distances”  between 
classes  should  be  used  as  a  measure  of  the 
transform efficiency 

3.  Use  the  surviving  coordinates  to  solve 
the  problem  at  hand  using  generalized  non-
harmonic  analysis.  The  output  of  a 
computation  can  be  memorized  to  be  used  in 
subsequent  numerical  computations: 
compression, interpolation, segmentation, edge 
detection, filtering, denoising, etc. 

Implementation  of  a  best  transform 
selection  procedure  for  a  prescribed 
signal/image  (or  a  family  of  signals/images) 
requires the introduction of an acceptable cost 
function  which  translates  best  into  a 
minimization  process.  In  this  section  we  use 
entropy  of  wavelet  coefficient  for  cost 
function. 

MPWT and optimal image compression 

The  wide  class  of  orthogonal  wavelet 
transforms       can  be  defined  by  
coefficients:  0h ,  1h ,  …,  1Lh -   or  Jacobi  angles 

0 1 1, , , D-    2]: 

0 1 2 1 0 1 12 2
, , , , , , .n nD Dh h h - -

            
In order to estimate compression properties 

of  multiparametric  orthogonal  wavelet 
transform we have conducted experiments  for 
revealing dependency of spectra’s coefficients 

0 1 2138 ,   337 ,   110      

0 1 245 ,   0 ,   180      

0 1 2182 ,   53 ,   350      
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entropy   0 1 1, , ,D
DE -    on quantity of angle-

parameters  D   and values of angle-parameters 

i .  We  use  the  entropy  of  spectra’s 

coefficients, quantized to integer values, as the 
cost  function.  The  form  of  the  dependency 

 2
0 1,E     (case  of  two-parametric  transform) 

is schown on Fig. 3. 

Fig. 3. Entropy of spectra  2E  relative to parameters 

0  and  1  for   8 0 12
,  . (Test image is “Lena”) 

The experimental gotten result for minimal 
attainable  spectra’s  entropy   min 0 1, , ,D

DE     

relative to D (for  6m  , 3D  ; and  6m  , 4D  ) 
for  three  different  images  “Baboon”,  “Lena” 
and “Lighthouse” is shown on fig 4. Only the 
minimal  attainable  spectra’s  entropy  varied 
from image to image. 

 
Fig. 4. Minimal attainable spectra’s entropy relative to 

D  

 

(a) 

(b) 

(c) 
Fig. 5. Entropy of spectra relative to  P  for different 

values of parameters: 
a)  6m  ,  2D  ; b)  6m  , 3D  ; 

c)  6m  , 4D  . 
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Dependency   0 1, , ,D
DE      are  multi-

dimensional  if  2D  .  To  visualize  such 
dependency  we  divide  the  turn-down  of  each 
parameter   0, 2i    into  2m   parts.  And  then 

we treat  the vector   0 1, , , D    as on the  D -

digit  number  in  Radix- 2m   number  system 
1

2
0

(2 )m

D
m i

D i
i

P p
-

-


  .  This  number  we  can 

rewrite  in  Radix-10  number  system 
10

P . 

Thus, we will put this number 
10

P  on X-axis 

and  on  Y-axis  we  will  put  the  entropy  of 
obtained spectra.  

Fig.  3  and  Fig.a  ( 6m  ,  2D  )  show,  that 
researched  dependency  has  four  minimums. 
Moreover,  the  form  of  dependencies  and  the 
location  of  minimums  were  the  same  for 
different images.  

In  order  to  compare  the  classical 
Daubechies  wavelet  transforms  (for  4,6,8L  ) 
with multiparametrical wavelet transforms (for 

2,3,4,5D  )  we  investigated  the  quality  of 

reconstructed  image  PSNR   relative  to  the 
percent  of  not  zeroed  spectra’s  coefficients. 
The  results  are  in  Fig.6.  The  values  of  the 
angle-parameters,  used  in  this  comparison, 
conform  with  the  minimums  of  the  function 

 0 1, , ,D
DE      for proper  D . The  test  image 

«Lena» was used. 

Fig. 6. Reconstruction of image “lena” with different 
percent of preserved wavelet spectra coefficients. 

As  shown  on  Fig.,  the  transforms,  found 
with assistance of multiparametric presentation 
of  wavelet  transforms,  excels  the  classical 
ones with the same carrier length with respect 
of compression properties. 

Conclusion 

In  this  work  we  researched  compression 
properties of orthogonal wavelet transforms. In 
more  general  case,  the  using  of 
multiparametric  presentation  of  wavelet 
transform  gives  us  the  opportunity  of  finding 
the  best  wavelet  basis  to  solve  various 
particular  problems.  For  example  it  could  be 
the  image  filtering  problem  or  special  image 
analysing in medicine. 
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New  time-frequency  EEG  features  of  early  stages  Parkinson's  were  investigated. 
There  are  three  main  differences  of  EEG  wavelet  scalograms  were  considered  as 
early stage PD features. The first  is a disordering  ridge of PD patient scalogram in 
frequency range more then ~6 Hz in comparison with that of normal volunteer. The 
second  is  a  more powerful  PD  patient  cortex  electrical  activity  in  frequency  range 
~4-6 Hz. And the third feature is a scalograms asymmetry of the left and right brain 
semi spheres. 

 

Introduction 

Parkinson's  disease  (PD)  belongs  to  a  wide 
range  class  of  neurodegenerative  diseases 
caused  by  the  death  of  dopaminergic neurons 
of  the  brain.  Particular  attention  was  paid  to 
the mechanisms of  the brain plasticity serving 
to  compensate  functional  insufficiency  of  the 
degenerating  neurons  [1].  From  this  point  of 
view,  the  authors  consider  the  dynamic  of 
neurodegenerative  diseases,  stating  the 
necessity  of  the  development  of  preclinical 
diagnostics and the preventive therapy [2]. The 
main problem of diagnostics PD is to find out 
markers  of  disease  at  pre  clinical  and  early 
clinical stages [3].  
Electroencephalography  (EEG)  and 
magnetoencephalography  (EMG)  are  the 
typical investigations of patient brain electrical 
activity and diseases. Earlier the decreasing of 
the dominant rhythm frequency and changes of 
relative  Fourier  spectral  power  of  different 
frequency  bands  were  found  with  the  help  of 
EEG and EMG spectral analysis [4-9].  
Disorders of different organism systems, such 
as movement disorders, vegetative, emotional, 
psychical  and  so  on,  are  features  of  PD.  It  is 

assumed  that  such  disorders  reflect  in 
electrical activity of brain. 
Due  to  such  approach  the  time-frequency 
features of spontaneous EEG of early stage PD 
were  investigated  with  the  help  of  wavelet 
Morlet transform. Particular attention was paid 
to  EEG  theta  rhythm  (~4-6  Hz),  and 
disordering  of  alpha  rhythm  (~8-12  Hz)  in 
brain cortical motor zones. 

Methods 

Continuous wavelet transform (1) with mother 
function  Morlet  (2)  was  used  to  get  EEG 
signal  x(t)  time-frequency  power  density 
scalogram [1]: 

   ,     , 2 ,Sx f W f   (1)  
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where τ and f = 1/T are time and frequency of 
scalogram, Fb = Fc = 1.  
Fig.  1  illustrates  the  difference  in  S(τ)  in  the 
brain  motor  zone  C3  (according  to  the 
standard  10x20  scheme  of  electrodes  layout) 
of brain of the normal volunteer (a) and (b) the 
patient at the first PD according the qualitative 
stages  of  PD  described  by  Hoen-Yahr  [2]. 
Below we will  take into account two of them. 
The  first  takes  into  account  the  arising  more 
powerful activity in theta frequency range (4-6 
Hz),  and  the  second  one  deals  with  the 
disorder  (non  stationary)  of  electrical  activity 
in the frequency range more then 4-6 Hz. 

 
(a) 

 
(b) 

Fig. 1 Time-frequency power density scalograms of 
normal volunteer (a), and of the 1st stage PD patient (b) 

of the EEG signals in motor cortex zone C3. 

 
To analyze those features we can consider the 
scalograms  extreme  time-frequency 
distribution.  The  method  of  scalograms 
extreme extraction is written in [10].  
Fig. 2 illustrates frequency synchronization of 
C4  EEG,  left  hand  electromyogram  (EMG) 
and  measured  with  the  help  of  accelerometer 
left wrist tremor of scalograms extreme of the 
1st  Hoehn-Yahr  [11]  stage  PD  patient.  It  can 
be considered as an evidence of the role of 4-6 
Hz scalograms peaks in movement disorders. 

 
Fig. 2 C4 EEG (circles), left hand electromyogram 

(rhombs), and left wrist tremor (stars) of scalograms 
extreme at the 1st stage PD patient 

 
To  analyze  the  scalograms  peaks  time-
frequency  distribution  we  consider  the 
histograms of extreme power sums at  (∆f, ∆t) 
rectangles. 

 
(a) 

 
(b) 

Fig. 3 Sum of extreme histograms at (0.7 Hz, 180 sec) 
rectangles for symmetrical C3 (a), and C4(b) EEG 

electrodes of 1st stage PD patient 

 
(a) 
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(b) 

Fig 4 Sum of extreme histograms at (0.7 Hz, 180 sec) 
rectangles for symmetrical C3 (a), and C4(b) EEG 

electrodes of the 3rd stage PD patient 

Fig. 3  shows asymmetry of histograms  in 4-5 
Hz  region  of  the  1st  stage  PD  patient  -  the 
existence  of  theta  rhythm  in  C3  and  the 
absence of  such  rhythm  in C4 electrodes. For 
the  3d  stage  PD  patient  the  power  of 
histograms theta rhythms grows in comparison 
with  alpha  rhythm  (8  Hz),  and  asymmetry  of 
theta rhythms disappears. 

 
(a) 

 
(b) 

Fig. 5 Histogram dynamics for the normal volunteer (a), 
and for the 1st stage PD patient. Histograms was 

calculated for (0.7 Hz, 10 sec) rectangles 

The  dynamical  histograms  calculated  at  (0.7 
Hz, 10 sec) rectangles show the disordering of 
electrical activity in more then 6 Hz for the 1st 
stage PD (see fig. 5). Such disordering can be 
evaluated  with  the  help  of  dynamical 
histograms  correlation  matrixes.  This 
evaluation  can  be  done  by  histograms  of 
correlation values. Fig. 6 shows the difference 
of  such  histograms  for  the  normal  volunteer 
and the 2nd PD patient.  
The  quantitative  feature  P  can  be  considered 
as a weighted sum: 

 

� =  
∑ ��∙�(��)��

∑ �(����
)

,  (4) 

 
(a) 

 
(b) 

Fig. 6 Histograms of correlation values for the normal 
volunteer (a), and the 2nd stage PD patient (b). 

where N(Ri) is a quantity of correlation values 
Ri  in  correlation  matrix.  The  average 
correlation value P indicated in fig. 6. 
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Clinical results 

EEG  investigations  of  24  volunteers  from 
control  group,  25  non  treated  PD  patients  of 
the 1st Hoehn-Yahr  stage  and  11 PD patients 
of the 2nd stage were processed. The mean age 
of the disease onset was 61.3±7.4, and current 
age  of  PD  patients  was  61.5±9.7  year.  The 
mean  current  age  of  healthy  control  was 
61.6±10.9  year.  So,  two  cohorts  were  age-
matched.  UPDRS(III)  was  used  to  assess  the 
severity  of  clinical  symptoms  PD.  Among 
patients of the 1st stage, the average score was 
10.29±6.2.  The  UPDRS(III)  score  of  PD 
patients  of  the  2nd  stage  was  significantly 
higher - 23,5±10,1.  
Also  12  patients  of  the  1st  stage  were 
simultaneously  investigated  with  the  help  of 
19  channel  EEG,  2  channel  EMG,  and  2 
accelerometers.  We  evaluated  theta  rhythm 
and  its  asymmetry  particularly  in  motor  zone 
C3  and  C4,  and  non  stationary  (disordering) 
properties  of  alpha  rhythms.  The  diagnosis 
made with the help of described features gave 
80% compatibility with the clinical diagnosis.  
Fig.  6  shows  the  decreasing  feature  P  or 
increasing  alpha  rhythm  disorganization  with 
increasing PD stage. 
 
 

 
Fig. 7 Average correlation value P for investigated 

normal volunteers, 1st, and 2nd Hoehn-Yahr stages PD 
patient groups 

Conclusion 

New  time-frequency  EEG  features  of 
early  stages  Parkinson's  were  investigated. 
There  are  three  main  differences  of  EEG 
wavelet  scalograms  were  considered  as  early 
stage  PD  features.  The  first  is  a  disordering 
ridge  of  PD  patient  scalograms  in  frequency 
range  more  then  ~6  Hz  in  comparison  with 
that of normal volunteer. The second is a more 

powerful  PD  patient  cortex  electrical  activity 
in  frequency  range  ~4-6  Hz.  And  the  third 
feature  is  a  scalograms  asymmetry  of  the  left 
and right brain semi spheres. 
This  research  was  supported  by  Russian 
Foundation  for  Basic  Research,  the  project 
№12-02-00611-a,  and  by  the  Program  of  the 
Presidium  RAS  "Fundamental  sciences  –  for 
medicine". 
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Modern image information mining systems operate on vast amounts of data making the 
efficient organization and management of the image information content to be of crucial 
importance. Addressing this challenge, tree-based image representation structures were 
introduced  to  allow  for  the  precise  definition  of  image  components,  to  shape  up 
component hierarchies and to provide efficient means for component attribution. Trees 
are used as interfaces between the image space and some control module often hosting a 
feature space. Making use of the advanced search and retrieve mechanisms of most tree 
algorithms  a  new  system  architecture  and  an  operation  protocol  for  interactive  image 
information mining are proposed. They are demonstrated using the Alpha-Tree structure 
on a built-up mining task from very high resolution panchromatic satellite imagery.  

 

Introduction 

Image  information  mining  (IIM)  systems  are 
found in a wide  range of modern applications 
such  as  online  search  engines,  intelligence 
gathering  platforms,  diagnostic  tools  in 
medicine,  etc.  IIM  systems  facilitate  query 
mechanisms over an input data space. A query 
is a supervised procedure in which a user or a 
system requests the detection of image features 
that  satisfy  certain  criteria  such  as  semantic 
labels,  thresholds  on  object  attributes  or 
enumerated resemblance to one or more target 
prototypes from a set of examples [1-3]. 
The  architecture  of  IIM  systems  varies 
depending  on  the  application,  however  there 
exist  three key  requirements  common  in  each 
design;  the  definition  of  a  structured  search 
space, the definition of an object attribution or 
semantic  characterization  schema,  and  the 
definition of a  search and  retrieve mechanism 
[2].  All  three  are  crucial  in  the  design  of  a 
functional  system  and  each  has  its  own  share 
on  the  overall  performance,  especially  as  the 
volume  and  complexity  of  the  input  data 
increases.  It  is  often  the  case  that  each 
requirement  drives  the  design  of  a  separate 
subsystem.  This  increases  the  overall  system 
complexity at the cost of reduced performance. 
This  talk  gives  an  insight  into  design 

principles  from  a  single  system  perspective 
and  introduces a new  IIM paradigm based on 
hierarchical image representation structures. 

The Anatomy of an IIM System 

The  definition  of  a  structured  search  space 
requires  the  organization  of  the  image 
information content into meaningful entities or 
components. Shaping up such components for 
the entirety of the image space compresses the 
information  content  and  improves  the 
performance of  the query mechanism. The set 
of all elementary components, i.e. those in the 
initial  allocation,  is  called  a  base  layer.  The 
search space may coincide with the base layer 
or consist of multiple  layers, capturing  in  this 
way  hierarchical  relations  between 
components  according  to  some  pre-defined 
nesting  order.  Fig.1.  shows  a  test  pattern  on 
the  white  frame  and  the  corresponding 
hierarchical  image representation structure, an 
Alpha-Tree  [4]  that  coincides with  the  search 
space.  Components  are  shown  as  white  dots 
interlinked by red wires. 
 
The  second  requirement  concerns  the  way 
components  are  represented.  Components  are 
attributed  during  or  after  the  organization  of 
the image information content. 
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 Fig.1. A 3-D view of the Alpha-Tree computed from 
the 10-level test pattern shown in the white frame. The 
Alpha-Tree defines the search space for the test pattern.  

 
Attributes  are  often  geometric,  radiometric  or 
other  statistically  derived  measures  that 
describe  each component  in question. The  set 
of attributes associated with each component is 
used  by  the  search  and  retrieve  mechanism 
when  comparing  an  image  feature  against  a 
target prototype. Thus the better the attribution 
is, the better the output of the query will be. 
 
The query mechanism is often a set of logical 
predicates  applied  on  each  examined 
component.  If  the  component  satisfies  the 
query  criteria  it  remains  intact  otherwise  it  is 
removed  in  its  entirety.  Both  actions  are 
executed  by  rearranging  spatial  and/or 
hierarchical relations between the components 
involved.  

The Worst Case Scenario  

Given a complete system we now touch upon 
the  scenario  in  which  one  or  more  of  these 
requirements  is  not  met  or  not  implemented 
properly.  
 
The  lack  of  structure  or  poorly  defined 
structure  of  the  information  content  and  thus 
of  the  search  space  means  that  components 
must  be  formed  during  the  query  run-time. 
This  introduces  major  bottlenecks  and  makes 
queries  time-consuming,  resource-demanding 
and prone to error as they become sensitive to 
region-access-order.  Moreover,  repeated 
queries  for  fine  tuning  the  output  make  the 
search process prohibitive.  
The  attribution  is  mostly  responsible  for  the 
quality of the query results. A target prototype 

that  is  poorly  described  in  terms  of  attributes 
may be the cause of severe noise in the output. 
By  contrast,  over  constrained  characterization 
will  often  fail  to  generalize  appropriately, 
limiting  the  target  class  variability  and  thus 
requiring more same-class prototypes.     
 
The  search  and  retrieve  mechanism  is 
interrelated  to  the  search  space  organization 
thus  any poor  design has  an  impact primarily 
on the system performance. 

Hierarchical Image Representation 

Complying  with  all  three  requirements  in  the 
design of  a  complete  system, we end up with 
what is usually referred to in image analysis as 
a  hierarchical  image  representation  data 
structure or simply a dendrogram. Examples of 
known dendrograms are the Max-Tree [5], the 
Alpha-Tree  [4],  the Binary Partition Tree  [6], 
and  others.  The  key  difference  between 
different  types  of  trees  is  the  set  of  rules 
defining  the  base  layer  and  the  evolution 
parameter shaping up the respective hierarchy. 
 
The  Alpha-Tree  [4]  was  demonstrated  as  an 
IIM  system  in  [2]  giving  evidence of  being  a 
powerful  tool.  In  brief,  an  Alpha-Tree 
organizes  the  image  space  into  a  stack  of 
nested  partitions,  each  defined  at  a  given 
dissimilarity threshold α. Each partition cell is 
an α-component which is essentially an image 
region consisting of pixels for which, any two 
that are adjacent have a difference of less than 
or  equal  to  α  according  to  some  pre-defined 
dissimilarity  metric.  The  Alpha-Tree  maps 
only the first instance of an α-component from 
the  stack  of  partitions,  eliminating  this  way 
redundancies in the representation. The leaves 
of  the  tree  correspond  to  components 
consisting of elements that are fully similar to 
each  other  with  respect  to  the  dissimilarity 
metric. The set of leaves defines the base layer 
in  the  IIM  search  space.  The  root  of  the  tree 
corresponds  to  the  single  α-connected 
component  that  coincides  with  the  image 
definition domain.  
Each  node  of  the  tree  maps  to  a  unique  α-
component  from  the  stack  of  partitions  and 
points  to  its  parent;  the  first  superset  of  the 
given  α-component  at  α’  strictly  greater  than 
α. 



66 

 

(a) 

    
(b)  (c) 

Fig.3. (a) A Quickbird panchromatic image of an urban 
area at a spatial resolution of 0.6m. ©DigitalGlobe Inc. 
Green masks indicate marked target prototypes. (b) The 

size vs. compactness pattern spectrum of the input 
image; (c) the marked bins associated to the prototypes.  

 

Moreover,  each  node  contains  a  pool  of 
auxiliary  data  that  are  updated  incrementally 
during  the  tree  construction  phase.  Based  on 
this  data,  component  attributes  can  be 
computed in real time and during every query. 
Nodes are indexed making search and retrieval 
mechanisms fast and efficient.  

A Protocol for Interactive Image 
Information Mining 

Assume an Alpha-Tree defining an IIM system 
architecture. Image operators are computed on 
an  Alpha-Tree  with  a  single  pass  through  the 
structure.  Node  attributes  are  computed  upon 
visiting a node from the pool of auxiliary data 
it contains. 
This  functionality  allows  for  real-time  multi-
dimensional feature space computation.  

(a) 

 
(b) 

Fig.4. (a) The segmentation from a query based on the 
switch selection (green) on the pattern spectrum in (b).  

 
An example for the input  image of Fig.3(a) is 
shown  in  Fig.3(b).  This  is  an  α-connected 
pattern  spectrum  [7] with  the origin  at  its  top 
left  corner.  The  x-axis  corresponds  to  a 
logarithmic  mapping  of  component  size  and 
the  y-axis  to  a  square-root  mapping  of  the 
component  compactness measure.  The  energy 
of  each  bin,  shown  in  heat-map  color  code, 
corresponds  to  a  normalized  contribution  of 
the  image  information  content;  i.e.  the  pixel 
count  of  all  components  (represented  by 
nodes)  satisfying  the  bin  extreme  conditions 
multiplied by each node’s lifetime.   
If  target  prototypes  are  to drive  a query,  they 
must  be  first  defined.  Prototypes  can  be 
imported  from  an  external  data-base  or 
collected  directly  from  the  image  space.  In 
both  cases  a  binary  mask  is  used  to  mark  all 
maximal components that are fully included in 
the  mask’s  foreground  extent.  For  each 
external  prototype  an  individual  tree  is 
constructed  from  which  component  attributes 
are  computed.  For  prototypes  collected  from 
the  input  image  space,  a  visit  to  each  node 
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associated with a detected maximal component 
allows for direct attribute computation.  
The  attributes  of  all  components  identified  as 
target  prototypes  are  then  projected  onto  the 
feature  space  indicating  which  regions  are  of 
interest.  Fig.3(c)  shows  this  for  all  targets 
within  the  green  masks  in  Fig.3(a).  The 
dominant  cluster  at  the  left  of  the  plot  that 
stretches  along  the  y-axis  shows  the 
contribution of side components to our targets, 
which  are  small  in  size,  of  varying 
compactness  and  captured  under  the  mask. 
Ignoring  them  and  focusing  at  the  remaining 
points, a second smaller cluster is found at the 
bottom of the plot and in the middle of the x-
axis.  This  cluster  marks  a  wider  region  of 
interest according to  the heat map in Fig.3(b), 
suggesting the presence of a persistent pattern. 
Using  the  switchboard  interface  [2]  a  pilot 
query  is  launched  by  activating  the  switches 
associated with the bins in this area of interest. 
Fig.4(b) shows the activated switches in green. 
A  pass  through  the  tree  collects  and  projects 
the  attributes  of  each  node  onto  the  feature 
space. If the switch of the corresponding bin is 
set on the associated component is retained in 
the query output, otherwise it  is  ignored. This 
generates  a  segmentation  and  an  example  for 
the image in Fig3.(a) is shown in Fig.4(a).  

Discussion 

Revising  the  proposed  architecture  of  an  IIM 
system we observe the following facts: (i) The 
tree  construction  is  fast  and  offers  a  compact 
and  explicit  representation  of  the  image 
information content. (ii) The feature space can 
be  computed  rapidly  [8]  and  further  be  used 
for training a classifier. (iii) Classifiers can be 
computed directly on the tree structure [3]. (iv) 
The  search  and  retrieve  mechanism  comes 
with each tree algorithm and is very efficient.  

The most important feature of this architecture 
is  the  ability  to  launch  queries  on  adjustable 
number  of  target  prototypes  without  the  need 
of  system  recalibration.  Adding  or  removing 
prototypes  translates  into  projecting  their 
attributes onto  the feature space and since  the 
query  is  controlled  via  the  switchboard  the 
system performance remains unaffected. 

Conclusions 

The  adaptation  of  a  tree  data  structure  for 
implementing an IIM system complies with all 
the design requirements discussed. The system 
benefits  from  all  the  additional  tree 
functionalities and supports rapid queries with 
varying numbers of target prototypes.    
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We examine the question of whether geometric point features are suitable for real-time 
3D mapping in outdoor scenes using high-resolution laser scans. Features are extracted 
from keypoints in the 3D point clouds. We inspect two fundamental problems: pair-wise 
registration of 3D laser scanning and recognition of places. We claim that it is possible 
in principle to create 3D maps using the above characteristics, even if other approaches 
to registration applied to our data sets do not provide sufficient results. As two adjacent 
scans  in our data  set have a considerable offset,  local methods based on  ICP will  fail 
without  a  good  initial  estimate  of  the  pose.  This  estimate  could  originate  from  robot 
odometry  for  example,  which,  unfortunately,  is  not  always  available.  We  present  a 
system that can register various standard data sets as well as our own scans in real time, 
without  requiring  an  initial  guess.  For  place  recognition  we  use  a  bag-of-words 
descriptor. Visual basis words are selected after clustering the training data. The method 
allows  for  loop  closing  and  localization  in  existing  maps  without  using  any  external 
sensors such as GPS. 

Introduction 

The Simultaneous  Localization  and  Mapping 
(SLAM) problem is a current area of research 
in  the  robotics  context.  This  problem 
describes the task of incrementally building a 
map  of  the  environment  and  incorporating 
new information into it. 
Many  different  types  of  sensors  can  be  used 
for  this  task,  for  example  cameras,  laser 
scanners,  inertial  sensors  or  GPS  sensors, 
either alone or in combination. This work will 
approach  the  problem  using  only  geometric 
information provided by 3D laser scanners. In 
addition,  techniques  from  the  areas  of  object 
reconstruction  and  object  recognition  are 
applied to the SLAM task.  

Related Work 

Our  system  consists  of  the  following 
components,  for  which  we  outline  related 
work:  SLAM  frontend,  SLAM  backend, 
interest  points,  descriptors,  and  place 
recognition. 
If  a  robot providing odometry  information  is 
used  for  mapping,  this  information  is 
typically  used  as  a  starting  point  for  a  local 
laser  scan  registration  algorithm  such  as 

Iterative  Closest  Point  (ICP).  It  results  in  a 
relative  pose  between  the  last  laserscans,  a 
quantity that is needed in the SLAM frontend. 
The  latter  constructs  a  graph  from  these 
computed relative poses, which can then later 
be  optimized  to  find  a  globally  optimal 
configuration  of  robot  poses.  An  example 
related to our work was proposed by Steder et 
al.  [1],  where  the  incremental  registration  of 
laser  scans  is  done  this  way  and  the  map  is 
later  used  for  place  recognition.  The  
correlative  scan  matching  by  Olson  [2] 
provides an alternative to this method, though 
it is designed to work in 2D only. 
 
The  task of  the SLAM backend  is  to  find  the 
optimal configuration of the robot poses with 
respect  to  the  constraints  defined  by  the 
observations.    Being  essentially  a  least-
squares optimizer, one wrong hypothesis  can 
lead  to  a  catastrophic  failure  where  the 
complete  pose-configuration  gets 
inconsistent. Olson and Agarwal [3] present a 
solution  to  this  problem  by  proposing  to 
model  edges  in  the  graph  as  mixtures  of 
different  Gaussian  distributions,  so  that 
inconsistent  loop  edges  can  be  effectively 
disabled. 
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Interest Points,  or  keypoints,  are  distinct 
points in a point cloud that mark recognizable 
areas.  Desirable  properties  are  listed  in  [4]. 
The NARF (Normal Aligned Radial Feature) 
keypoint  detector  and  descriptor  to  work  on 
2D  range  images  is  introduced  in  [1]. 
Zaharescu  et  al.  present  the  MeshDoG 
keypoint  detector  [5],  an  approach  similar  to 
the 2D SIFT operator but useful  for 3d point 
clouds. 
A  comparative  study  of  different  3D 
descriptors  that  use  geometry  and  optionally 
color information is done by Alexandre [6].  
place recognition.Many  mMore  approaches 
can be  found  in  the  literature  to any of  these 
topics, but the ones mentioned above are most 
relevant to our work. 

Feature Extraction 

We  examined  a  number  of  geometry-only 
keypoint  detectors  and  descriptors,  e.g..  the 
NARF,  DoG  and  Harris3D  detectors  and  the 
PFH, FPFH, SHOT and NARF descriptors.  
Additionally,  we  propose  two  modifications 
to  the  local  reference  frame  of  the  SHOT 
descriptor,  resulting  in  more  repeatable 
reference  frames  and,  thus,  more  correct 
correspondences.  In  the  first  version,  called 
SHOT-NA  (SHOT  Normal  Aligned),  the 
disambiguation  of  the  axes  of  the  reference 
frame  is  performed  so  that  the  axes  are 
oriented to be consistent with  the majority of 
the  surface  normals  in  the  neighborhood, 
instead  of  the  location  of  the  neighborhood 
points.  In  the  second  version,  the  local 
reference frame is computed using the global 
z-axis and the surface normal, as it is done in 
the  NARF  descriptor.  This  results  in  a  not 
rotation  invariant  descriptor  with  a  more 
stable  reference  frame;  the  resulting 
descriptor  will  be  denoted  SHOT-U  (SHOT 
Upright).  
Another  important  addition  to  the  existing 
features  is  the  introduction  of  a  multiscale 
approach. For each scale, the resolution of the 
point  cloud  was  divided  by  two,  while  the 
keypoint and feature radii were doubled. 
Keypoints  far  from  the  sensor  were  rejected 
in  the  multiscale  variant  due  to  the  fact  that 
sensor  noise  increases  greatly  for  distant 
points.  For  correspondence  estimation,  only 

features  in  the  same  scale  are  considered, 
since the absolute scale  is known. 
To  select  the  best  combination  of  keypoint 
detectors  and  descriptors,  we  performed  a 
quantitative  evaluation  of  the  keypoint 
detectors  in  combination  with  different 
feature descriptors.  
For  the  evaluation,  our  data  set  with  inter-
scan  distances  of  up  to  11m  (Fig.  2,  below) 
was  down-sampled  to  a  resolution  of  10cm 
using  the  VoxelGrid  filter  found  in  the  open 
source  PointCloud  Library  (PCL),  registered 
with  human  assistance  and  the  result  refined 
by the ICP algorithm to obtain a ground truth 
map.  Features  were  computed  for  each  scan 
and  correspondences  determined  for  each 
incremental scan matching edge in the SLAM 
graph.  
χ2 norms  were  examined.  This  experiment 
showed  that  iIn  he  single  scale  as  well  as  in 
the  multiscale  cases,  the  DoG  detector 
combined  with  the  SHOT-U  descriptor 
performed best, resulting in 4.8% and 4.4% of 
correct correspondences. Note that the single-
scale  features  have  slightly  more  correct 
correspondences in this data set; however, the 
multiscale  features  are  necessary  to  register 
all available data sets.  
Another  observation  is  that  the  FPFH,  PFH 
and  NARF  features  never  resulted  in  more 
than 1.3% of correct correspondences.  
From this experiment,  it  is clear that existing 
geometry-only  features  are  not  particularly 
descriptive  when  used  in  the  context  of 
outdoor scan registration with large distances 
between scans, which is most likely due to the 
fact  that  depth  information  tends  to  have  a 
very  low  frequency  in  comparison  to  color 
information for instance. 

Pairwise Registration 

The  goal  of  the  pairwise  registration 
procedure  is  to  align  3D  laser  scans  quickly 
that  have  been  captured  in  a  stop-and-go 
fashion.  When  capuring  scans  this  way,  it  is 
desirable  to maximize  inter-scan distances  to 
reduce  the  time needed  to  scan a given area. 
Typical  examples  for  the  application  of  this 
work are  the Freiburg360° data set published 
by Bastian  Steder  and  the  data  sets  recorded 
for this work on the campus of the University 
of Koblenz-Landau. In the data sets described 
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in  the  results  below,  distances  of  up  to  11m 
between  scans  are  common  and  ambiguities 
let  other  algorithms  taken  from  the  literature 
converge  to  wrong  local  optima  of  the 
optimized  cost  function.  As  described  in  the 
last  section,  tThe  registration has  to handle a 
large  proportion  of  outliers  in  the  set  of  all 
correspondences.  We  propose  optimizing  the 
algorithm of Steder et al [1], i.e. a registration 
algorithm  based  on  single  point 
correspondences  and  a  robust  sensor  model 
for  the  task  of  a  reliable  registration  for  a 
simple  reason:  With  only  4.8%  of  good 
correspondences  in  the  average  case,    the 
chance  of  randomly  selecting  three  correct 
correspondences  as  required  by  SAC-IA  is 
very  low,  and,  thus  a  large  number  of 
iterations has to be performed.  
When using the local reference frames of the 
feature  descriptors  of  NARF  or  SHOT,  a 
single  correspondence  is  sufficient  to 
determine  all  six  degrees  of  freedom  of  the 
transformation between the scans.   

Sensor Model 

The basic idea of the sensor model in [1] is to 
estimate  a  transformation  T  from  the 
coordinate  system  of  one  scan  to  another,  to 
render the keypoints of one scan into the next 
scan,  to  compare  them  and  to  determine 
different  possible  problems  or  situations  
resulting from e.g. occlusion. The distances of 
each  matched  points  are  weighted  according 
to  their  properties  and  a  score  is  determined 
for  the  estimated  transformation.  Our 
extension to the sensor model of [1] is shown 
in  Fig.  1    where  we  propose  a  new  lower 
weight  w  for  points  classified  as  occluded 
obstacles. 
In contrast  to  [1] we use all correspondences 
from scan A to B and vice versa and we select 
those  with  lowest  error  to  do  the  final 
estimate. 
The  BoW  approach  to  place  recognition  of 
Steder  et  al.  [1]  is  based  on  classifying 
features  into  geometric  words  via  a  k-means 
clustering and then using histograms of word 
counts to compute similarities between scans.  
In contrast to the original work we re-used the 
computed  features    for  the  incremental 
matching  step    instead,  due  to  the  focus  on 
real-time  registration.  Re-using  the  features 

reduces the time needed to process each scan. 
To build  the dictionary, all extracted features 
from one or multiple data sets are used. When 
registration is performed in a multi-scale way, 
only  features  at  the  coarsest  scale  are  used 
because  these are  the only ones  calculated at 
the  whole  scan  and  not  just  close  the  the 
sensor. These features are then clustered with 
a  k-means  clustering  and  the  cluster  centers 
used as the dictionary words. 

 
 

Fig. 1. Extended sensor model. 

GPU acceleration 

We  identified  keypoint  detection  and 
transformation  scoring  as  bottlenecks  which 
can  easily  be  reduced  in  computation  time 
using  the  GPU.  The  corresponding  parts  of 
the algorithms have been coded in CUDA. 

Results 

(FB)  published    and  used  in  [1]  and  7  own 
data sets (KO)  recorded on our campus. The 
FB  data  consist  of  77  laser  scans  with 
approximately  170.000  points  per  scan  and 
inter-scan  distances  of  about  10m  while  our 
data  sets  consist  of  mostly  scans  with  about 
750.000 points, while some are recorded at a 
resolution  of  1.500.000  points.  The  offset 
between the scans vary between 5m and 12m 
and  each  sub-map  generated  from  a  single 
data  set  is  connected  to  each  other  sub-map 
with at least a small area of overlap. 
For  both  data  sets,  the  DoG  keypoints 
(detector  radius:  0.3m)  were  combined  with 
SHOT-U  descriptors  (descriptor  radius  of 
2.1m) at two scales. 
All incremental registrations in the single data 
sets were performed successfully  when using 
the  multiscale  registration  algorithm.  In  the 
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FB  data,  the  multiscale  registration  was  not 
necessary  for  this  result,  while  there  was  a 
single  failed  incremental  registration  in  the  
KO data  with the single-scale registration.  
The  place  recognition  component  using  the 
BoW descriptor was evaluated  with the same 
criteria as used by Steder et al [1]: Two scans 
that  are  less  than  10m  apart  in  the  ground 
truth  map  and  are  correctly  registered  are 
defined to be a true positive.  
In the FB data, 100% precision at 100% recall 
were possible by  evaluating at  least 15 BoW 
hypotheses  per  scan.  With  only  5  evaluated 
hypotheses  as  feasible  in  online  procesing, 
still a recall rate of 89.7% could be achieved. 
The KO data contain many ambiguities, such 
as the long corridor-like environments shown 
in Fig. 2. Because of these, only a recall rate 
of 50.5% was possible without false positives 
when matching all scans against all other, and 
a  rate  of  38.2%  when  only  evaluating  the  5 
best  hypotheses.  Note  that  some  false 
positives can be tolerated when using a robust 
backend such as the one proposed by Olson et 
al [3], resulting in higher recall rates.  
Even  when  only  evaluating  the  5  best 
hypotheses,  all  loops  inside  and  between  the 
data sets have been closed correctly, resulting 
in the full map of Fig. 2 that is generated fully 
automatically. 
On  average,  the  feature  computation  took 
640ms  (810ms  without  GPU  acceleration), 
while  each  registration  took  110ms  (430ms) 
and the final ICP step took 90ms. 

Conclusions 

We  designed  and  tested  as  system  that  can 
register  and  fuse  3d  laser  scans  with 
considerable  inter-scan  distance,  for  which 
other  algorithms  fail.  The  main  challenge  was 
to  find  robust  features  for  matching.  A  new 
multi-scale  implementation  of  DoG  keypoints 
in conjunction with SHOT descriptors provided 
the  best  results.    Using  place  recognition  we 
were able to generate complex maps from large 
data sets. The system works in real-time and has 
been evaluated on standard data sets.   
 

 
 

Fig. 2. Combined 3D map generated  from a total of  
7 data sets. 
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A  new  multiple  regression  method  based  on  optimal  convex  combinations  of  simple 
univariate  regressions  is  discussed,  where    simple  regressions  are  searched  with  an 
ordinary  least  squares  technique.  Convex  combination  is  considered  optimal  if  it 
correlates  with  the  response  variable  in  the  best  way.  It  is  shown  that  the  developed 
approach is equivalent to a least squares technique variant regularized by constraints on 
signs of regression parameters.  

 

Introduction 

Standard  multiple  regression  task  is 
considered.  Response  variable  Y  is  predicted 
by variables  1, , nX X  with the help of linear 

regression  function  0 1

n

i ii
X 


 .  It  is 

assumed  that  the  vector  0( , , )n β      is 

chosen  from  1n   by  observations 

1( , , , )j j njy x x , where  {1,  . . . , }j m . Ridge 

regression,  lasso  [1]  and  elastic  net  [2]    are 
now popular methods for searching regression 
coefficients  in  task  with  high  dimensional 
data.  These  methods  are  based  on  solving 
optimization task of the type 
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where  parameter  [0,1]    characterizes 

compromise between ridge and lasso penalty. 
Extremely  high  efficiency  of  regularization 
path  based  on  the  elastic  net  regularization 
path was shown in variety of tasks. However it 

is  not  known  if  elastic  net  achieves  upper 
efficiency  limits.  Let’s  note  that  another 
regularization  way  exists  that  is  based  on 
solving optimization task with constraints 

1

1

1
0

1

0

0

2{ ( ) }min

( , , ) 0

( , , ) 0

m

j

j

k

n

n

i ij
i

n

n

y x

C

C

 

 

 


 

- -





 
β







 (1) 

This way of regularization is used for example 
in  lasso  variant  described  in  [3].  Further  we 
shall  consider  constraints  based  on  demand 
that sign of  regression coefficient  for variable 

iX  is  equal  to  sign  of  Pearson  correlation 

coefficient  between  Y  and  iX .  This 

coefficient will be denoted as  ( , )K Y X .  

Let’s  consider  now  regression  method  that  is 
based  on  optimal  convex  combination  of 
simple  regressions  that  are  built  by  each  of 
variables  1, , nX X . Convex combinations are 

widely  used  in  pattern  recognition.  The 
bagging and boosting techniques [4,5] may be 
mentioned as an example, as well as methods 
based  on  collective        solutions  by  sets  of 
regularities  [6].  Convex  correction  is  used  in 
regression  tasks  also.  Thus,  neural  networks 
ensembles based on optimal   balance between 
individual forecasting ability of predictors and 
divergence between them are discussed in [7]. 
In  works  [8]  a  method  was  discussed  that  is 
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based  on  searching  optimal  convex 
combinations of simple one-dimensional linear 
regressions  1, , nR R   calculating  Y  from 

variables  1, , nX X  with the minimal  error at 

training  set.  Efficient  method  for  calculating  
such  optimal  convex  combinations  was 
developed.  Experiments  with  simulated  data 
demonstrated rather high forecasting ability of 
this method.  It was also shown that variances 
of  convex  combinations  usually  are  small. 
This  fact  may  be  related  to  decomposition  of 
variances that is true for convex combinations. 

Let  1{ , , }lZ Z Z    be  some  set  of  random 

variables  defined  at  probability  space     and 

1
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       is  arbitrary  convex  

combination  of  variables  from  .  Then 
decomposition 
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is true for variance of  ˆ( )V Z , where  

2( , ) ( )i j i i j iZ Z E Z E Z Z E Z    - -   

and  ( )iV Z   is  the  variance  of  iZ   The 

decomposition was discussed in [8]. It follows 

from  (2)  that 
1

ˆ( ) ( )
l

i ii
V Z cV Z


 .  But  low 

variance  leads  to  a  decrease  of  forecasting 
ability.  So  an  additional  linear  transformation 
is  necessary  to  improve  it.  It  is  natural  to 
search such a transformation as a simple linear 

regression  calculating  Y  from 
1

ˆ n

i ii
R c R


 . 

But  forecasting  error  of  simple  regression 

0 1X   monotonly  depends  on  correlation 

coefficient between  Y  and  X :  ( , )K Y X .  So, 

the search of convex combination with the best 
forecasting  ability  is  naturally  reduced  to  a 
search of convex combination  that  in  the best 
way correlates with the response. A regression 
method  calculating  convex    combination  of 

simple  linear  regressions  ˆ
bR   with  maximal 

ˆ( , )bK Y R was  discussed  in    [9,10]  .  It  was 

shown at that efficiency of this method is close 
to  efficiency  of    elastic  net  method  in 
simulated tasks where target  Y  and predictors 
X     were  calculated  as  linear  combination  of 
several  latent  variables.  For  some  scenarios 

performance of  method based on searching of 
optimal convex  combination was even better. 
This  paper  is  aimed  to  show  that  regression 
method  calculating  convex    combination  of 

simple  linear  regressions  ˆ
bR   with  maximal 

ˆ( , )bK Y R   is  equivalent  to  calculating  linear 

regression  coefficients  as  solution  of   
optimization task of the type (1). 

Optimal convex combination as a way of 
regularization 

Let’s  consider  a  method  of  optimal  convex 
combination  that  consists  of  three  stages.  At 
the  first  stage  we  construct  with  the  help  of 
OLS    technique  a  set  of  n  simple  linear 
regression  models  for  predicting  response  Y  
from each of covariates  1, , nX X : 
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At  the second stage such convex combination 
of regression models  1, , nR R  is searched that 

correlation  coefficient  between  this 
combination  and  response  Y  is  maximal.  In 

other  words  we  search  such  1 , ,b b
nc c   in  a 

standard  simplex  that  for 
1

ˆ n b
b i ii

R c R


  

inequality  ˆ ˆ( , ) ( , )bK Y R K Y R   is  true  for 

arbitrary convex combination 
1

ˆ n

i ii
R c R


  

where  1( , , )nc c   belongs  to  a  standard  

simplex.  At  the  third  stage  a  simple  linear 

regression  function  0 1
ˆc c

bR  calculating 

response  Y from  convex  combination  ˆ
bR   is 

searched  from  observations  with  the  help  of 
OLS.  The  described  method  will  be  further 
referred to as Convex Regression (CR) and the 
regression function 

 0 1 0 1 11 1
( ) ( )

n nc c b u c b u
i i i i ii i

c c X    
 

     

will  be  called  a  CR  solution.  Let  

0 {1, , } \ pI n I    and  { | ( , )p iI i K Y X  

00, }i I  .  It  is  evident  that  coefficient 

1 0u
i   is  equal  0  if  ( , ) 0iK Y X  .  Suppose 
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that    some  CR  solution  is  built  by  convex 

combination 
1

n

i ii
c R

  where  0i I   such that 

0ic  .  Then  identical  convex    combination 

exists  where    0ic    only  when  pi I .  Let’s 

try  to  show  that  CR  is  equivalent  to  the 
following  variant  of  LS  technique  with 
constraints  of  the  type  (1).  A  vector  of 
regression  coefficients  is  a  solution  of  the 
following optimization task: 
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Two statements are true. 

Statement 1 Let R̂   be some convex 
combination with positive variances of 

regression functions { | }i pR i I  and 0 1,c c   

are coefficients of linear OLS regression 
сalculating response Y from the convex 
combination Then the constraints from the  
task (3) are satisfied for coefficients 1, , n   

of a CR solution. 
Indeed,  we  must  show  that 

( ) [ ( , )]i isign sign K Y X  .  For  each  linear 

regression  0 1 1
u u

i i iR X     equality 

1( ) [ ( , )]u
i isign sign K Y X    is  true.    So, 

( , ) 0, 1, ,iK Y R i n   .  Correlation 

coefficient  ˆ( , ) 0K Y R    because  R̂   is  sum  of 

functions that are positively correlated with Y . 

So  1 0c  .  It  follows  from  equality 

1 1
c u

i i ic     that  two  possibilities  exist: 

1( ) ( )u
i isign sign    or  0i  .  Q.E.D. 

Statement 2 For any regression coefficients 

0  and , ( )i pi I   satisfying constraints of the 

task (3) there are such points 1, , nc c   in a 

standard simplex and numbers  0
c     and 1
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that the following equality is true 
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Theorem  describing  relation  between  two 
types  of  solutions  follows  from  statements  1 
and  2. 
Theorem 1 Any solution of the task (3) is a CR 
solution. Any CR solution is also a solution of 
the task (3). 

Suppose that vector  * *
0( , , )n      is a solution 

of  the  optimization  task  (3).  Let’s  note  that 
according  to  the  Statement2  coefficients 

* *
0( , , )n    can be received from regressions 

1, , nR R    by  use  of  corresponding  convex 
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transformation  * * *
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ˆc c R  . The latter must be 

OLS  regression  calculating  Y from  *R̂ .  Let’s 

suppose  that  *
0
c ,  *

1
c are  not  coefficients  of 

OLS  regression.  Then  squared  error  for 
* *
0( , , )n      is  less  than  squared  error  for 

coefficients      ** **
0( , , )n      that  are  received 

from  convex  combination  *R̂ with  the  help  of 
OLS  regression.  Besides  according  the 
statement  1  constraints  (3)  are  satisfied  for 

** **
0( , , )n  .  So  vector  * *

0( , , )n    is  not  a 

solution of task (3). 

Let's suppose that  *ˆ( , )K Y R  is not maximal. In 

other words there is such a point  1( , , )nc c  in 

a standard simplex that for  ˆ
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It follows from the statement 1 that constraints 
of  task  (3)  are  satisfied  for  coefficients 

0( , , )n   . But it is known that squared error 

of  OLS  regression  calculating  Y from  some 
variable  Z  monotonly  depends  on  ( , )K Y Z . 

So  squared  error  for  0( , , )n   is  less  than 

squared error for  * *
0( , , )n  . Thus, there is a 

contradiction  and  any  solution  of  task  (3)  is 
also  CR  solution.  The  first  statement  of 
theorem is proved. 

Let  * *
0( , , )n    be  CR  solution.  In  other 

words there is such a convex combination  *R̂  

that  the  inequality  *ˆ ˆ( , ) ( , )K Y R K Y R   is  true 

for any convex combination  R̂  and equation 
* * * * *
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             is  true  for 

coefficients  * *
0 1,c c    of  OLS  regression 

calculating  Y  from  *R̂ .  Let’s  suppose  that 
* *
0( , , )n    is  not  a  solution  of  the  task  (3). 

Then  there  are  such  coefficients  0( , , )n    

that squared error of Y   prediction for function  
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0

p
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 is  greater  than  squared  error 

for function  0
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It  follows  from  the  statement  2 that  there  is 

such convex combination  R̂  and numbers  0
c    

and  1
c    that  equation 
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       is true. 

Suppose  that    0
ls   and  1

ls   are  coefficients  of 

OLS  regression  calculating  Y from  *R̂ .  It  is 
evident  that  squared  error  of  Y prediction  for 

linear function  0 1
ˆc c R     is less than squared 

error  for  * *
0

p

i i
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 .    But  then  equation 

*ˆ ˆ( , ) ( , )K Y R K Y R    holds.  So,  there  is  a 

contradiction and  * *
0( , , )n    is a solution of 

the task (3). Thus, the second statement is true 
and the theorem is proved. 

Conclusion 

Thus  equivalence of  two  methods was  shown 
in this paper: 

 convex regression based on search of  convex 
combination   of  simple  linear    regression  that 
in the best way correlates with target; 
 LS  model  with  regularization    by  constraints 
on signs of regression coefficients. 
In other words convex regression is equivalent 
to  linear  regression  variant  when  regression  
coefficients  are  searched  as    minimum    point 

of function  
1

0
1

2( )
m

j

j

n

i ij
i

y x 
 

- -   at set of 

points  from  n satisfying  constraints: 
( ) [ ( , )]i isign sign K Y X  , 

0i   when ( , ) 0iK Y X  , 1, ,i n  . So 

sufficienly  high  efficiency  of  CR  may  be 
ascribed  to  commonly  high  efficiency  of 
different  regularization  ways  in  machine 
learning models. But in case of CR constraints 
are put  not  on  size but on  signs of  regression 
coefficients. 
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A  few  sufficient  conditions  of  unimodality  and  bimodality  of  a  two-component 
Gaussian  mixture  with  different  variances  is  formed  and  a  boundary  equation  of 
domains of unimodality and bimodality of this mixture is given. The proofs are based 
on principle of contractive mapping, analytical and experimental methods. 

 

Introduction 

Gaussian mixtures  are widely used as general 
approximators  in  many  fields  of  science: 
mathematical  modelling,  physics,  biology, 
geography  and  others  [1-4].  Popularity  of  the 
mixtures  needs  solutions  of  such  problems  as 
the  definition  of  mode  number  and  boundary 
of  unimodal  and  multimodal  domains.  In 
general the problems have not been solved. In 
the particular case, the exhaustive results have 
been  obtained  for  two-component  mixtures 
with equal variances [5, 6].. 
In  this  work  sufficient  conditions  of 
unimodality  and  bimodality  of  the  two-
component  Gaussian  mixture  with  different 
variances are given. Probability density of the 
mixture is represented as: 
 

�(�) = (2π)�
�
����(�, ��, ��, ��)

�

���

,  (1a) 

 
��(�, ��, ��, ��) =  

����
��exp�−�x− μ

�
�
�
(2σ�

�)���, 
(1b) 

 
π�  is  weight  of  i-th  component,  π�∈ (0,1), 
π� + π� = 1,  σ�

�  is  its  variance  σ�
� ≠ σ�

�, 
μ
�
  is  its  expectation  value,  μ

�
≠ μ

�
,  � ∈

(−∞,∞).  The  distribution  parameters  of  the 
mixture μ

�
, μ

�
, σ�

�, σ�
�, π� are known. 

Probability density mode �(�)  is  the point  of 
its  local  maximum,  which  is  a  root  of  the 
equation [7] 
 

��
′(�) = 0,  (2) 

 

��
′(�) = (2π)�

�
�� σ�

���μ
�

�

���

− x� ��(�). 

 

 
All  roots  of  the  equation  of  (2)  are  on  the 

segment  �μ
�
, μ

�
�,  μ

�
< μ

�
,  this  equation  is 

equivalent to the equation [8] 
 

� = φ(�),   
 

φ(�) = �� σ�
��μ

�

�

���

��(�)� 

�� σ�
��

�

���

��(�)�

��

. 

 

 
It  was  proved  that  the  function  φ(�)  is  a 
contracting  one,  and  probability  density  is 
unimodal if one of two inequalities is true [8]: 
 

1) ρ���
� ≤ 4,      

 

ρ
���
� = �μ

�
− μ

�
�
�
σ���
�� ,  (3) 

 
σ��� = min(σ�,σ�), 

 ρ
���
� = �μ

�
− μ

�
�
�
σ���
�� ; 

(4) 
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2) ρ���
� − 2 < �e�

ρ�
�

� +

β��e�
ρ�
�

� , ρ���
� > 4, 

(5) 

ρ
�
� = �μ

�
− μ

�
�
�
σ�
��,   

ρ
�
� = �μ

�
− μ

�
�
�
σ�
��,  

 β = (π�σ�
�)(π�σ�

�)��. 

(6) 

 
If  for  ρ

���
� > 4  the  condition  (5)  is  not  true, 

then  the  investigated  mixture  can  be  either 
unimodal or bimodal. The domain boundary of 
unimodality  and  bimodality  is  the  set  of  the 
degenerated  critical  inflection  points  of 
probability density �(�) [9]. 
The  search  of  other  sufficient  conditions  of 
unimodality  for  ρ

���
� > 4  is  based  on  the 

postulate:  if  for  all  values  of � ∈ �μ
�
, μ

�
�  the 

function  value  ��(�, ��, ���� , ��),  � ∈ {1, 2}, 
with minimal variance σ���

�  is not less than the 

value  of  the  function  ����, ��, ���� , ���  with 

the maximum variance σ���
� , � ≠ �, � ∈ {1, 2}, 

then  the  probability  density  of  �(�)  is 
unimodal. 
For  definiteness  we  assume  σ��� = σ�, 
σ��� = σ�,  we  denote  by  �(��� )  the 

component  weight,  which  has  a  minimal 
variance  σ���

� ,  by  �(���  ) —  the  weight  of 

component  which  has  a  maximum  variance 
σ���
� ;  there  are  possible  variants:  �(��� ) =

����   or �(��� ) = ���� . Then our  affirmation 

of  unimodality  of  the  function  �(�)  is 
expressed by the inequality (� = ��): 
 

�����, �(� ��), ���� , ��� ≥  

�����, �(��� ), ���� , ���, 

 

 
which by virtue of (1b), (3) is converted into 
 

�(��� )σ���
�� e� 

����
�

� ≥ �(��� )σ���
�� .  (7) 

 
Having  performed  elementary  algebraic 
operations in inequality (7), we obtain 
 

�� �
�(��� )

�(��� )
� ≥ �� �

σ���
σ���

� +
ρ���
�

2
.  (8) 

 

Inequality  (8)  is  a  «hard»  condition  of 
unimodality  of  the  investigated  mixture  [10]. 
For  obtaining  «softer»  condition  we  use  the 
results  of  the  work  [6]:  for �� = ��, �� ≠ �� 
and �� > 4, �� = (�� − ��)

����  the  mixture 
is unimodal if this inequality takes placeL 
 

ln�
����
����

� ≥
��

2
�1 − 4��� − 

2ln�
� + ��� − 4

2
�. 

(9) 

 
In this case the equation 
 

ln�
����
����

� =
��

2
�1 − 4��� − 

2ln�
� + ��� − 4

2
� 

(10) 

 
is  an  equation  of  a  domain  boundary  of 
unimodality and bimodality of the mixture. 
For  «softening»  the  inequality  (8)  we 
introduce  correction  functions  into  its  right 
part by using the one (9): 
 

�� �
�(��� )

�(��� )
� ≥ �� �

����
����

� �(���� )

+  

����
2

������ − 4 − 

2ln�
���� + ������ − 4

2
�. 

(11) 

 
For  �� = ��  and  �(��� ) > �(���  )  the 

inequality  (11)  coincides  with  inequality  (9). 
An  expression  for  the  function  �(���� )  is 
defined  experimentally  by  a  trial-and-error 
method. 
 

�(���� ) = 2 +
�����
�

2
+  

�����
�

�∙�
+

�����
��

�∙�∙�
 . 

(12) 

 
The formula (12) provides the precision of the 
boundary equation to �, |�|≤ 0.122. The 
value � was calculated in each experiment for 
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different values � = ���� σ���
��  and ���� , 

���� > 2, � = 0.9, 0.8,… ,0.1, ���� =
2.5, 3.0, 3.5, 4.0, 4.5. 
The  equation  of  the  searched  boundary  is 
defined in the form: 
 

�� �
�(��� )

�(��� )
� = �� �

����
����

� �(���� )

+  

����
2

�����
� − 4 − 

2ln�
���� ������

� ��

�
� + ��.. 

(13) 

 
In all experiments the equality (13) is executed 
with  accuracy  within  ��, 
� = 1, 2, …, n,   n>500,  |��|< 0.122. 
For our accommodation in expression (13) we 
introduce the notation 
 

�(���� ) =
����
2

������ − 4 − 

2ln�
���� + ������ − 4

2
� 

(14) 

 
and  formulate  sufficient  conditions  of 
unimodality and bimodality of the investigated 
mixture. 
Affirmation.  For  ����

� > 4  and  �(��� ) ≠

�(��� ),  �� ≠ ��  the  investigated  mixture  is 

unimodal if 
 

�� �
�(��� )

�(��� )
� > �� �

����
����

� �(���� )

+  

�(���� ) + 0.122, 

(15) 

 
and it is bimodal if 
 

�� �
�(��� )

�(��� )
� < �� �

����
����

� �(���� )

+  

�(���� ) − 0.122. 

(16) 

 

The  functions  �(���� ),  �(���� )  are  defined 
by the formulae (12), (14). 

Conclusion 

For  a  two-component  Gaussian  mixture  with 
different variances a  few sufficient conditions 
of  its  unimodality  and  bimodality  have  been 
formulated  and  the  boundary  equation  of  its 
domains  of  unimodality  and  bimodality  have 
been given. 
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A  problem  of  constructing  for  logical  correctors  (recognition  algorithms  based  on 
incorrect elementary classifiers) is considered. A new special type of logical corrector is 
developed. This model is tested on the real tasks. 

 

Introduction 

The algebraic-logical approach to construct the 
correct  recognition  procedures  is  considered 
[2, 3, 7].  The  correctness  of  the  recognition 
procedure  is  ensured  by  existence  of  a 
correcting  Boolean  function  for  a  set  of 
elementary classifiers (EC). It is not necessary 
that  all  EC  are  correct.  First  the  idea  of  the 
algebraic-logical approach is suggested in [3]. 
The  practical  applications  of  this  method  are 
studied  in  [1, 4].  The  object  is  classified  by 
voting  on  so  called  correct  sets  of  EC.  A 
monotonic  Boolean  function  is  used  in  [1, 4] 
as  a  correcting  function.  In  this  case  a  good 
result  is  obtained.  To  reduce  a  computational 
complexity  of  searching  for  relevant  correct 
sets of EC the genetic approach is applied [6].  
 
In  this  work  a  new  special  type  of  logical 
corrector is suggested and tested on many real 
recognition  tasks.  Also  several  well-known 
recognition  algorithms are  tested on  the  same 
recognition tasks.  

Main results 

We consider  the discrete approach  to  learning 
recognition  algorithms  by  analyzing  a  set  of 
precedents (the training sample). It is impotent 
to construct the correct recognition procedures. 
A  recognition  algorithm  is  called  correct  if  it 
makes no errors on the training sample.  
 
The  classical  logical  recognition  algorithms 
are based on construction  of  the  fragments of 

the  sample  descriptions.  The  constructed 
fragments must reflect certain regularities in a 
set of precedents. Such fragments serve as EC 
and  allow  one  to  classify  the  objects  of 
unknown origin. Any EC  H   is  called correct 
if there is no pair of the training objects  iS ,  jS  

from different classes  such  that  H  meet both 

iS  and  jS . The  logical data analysis  is aimed 

at determining the most relevant correct EC 
 
The  problem  of  construction  for  correct 
recognition  procedures  is  solved  by  the 
algebraic  approach  [7]  as  following.  A 
heuristic  data-processing  model  of  the 
algorithms is chosen (for example, a version of 
the model of algorithms for  the calculation of 
estimates). A family of correcting functions is 
chosen  (for  example,  a  set  of  polynomials, 
functions  with  a  bounded  derivative, 
monotonic  Boolean  functions).  Then  certain 
set  of  basis  algorithms  is  selected  within  the 
framework of chosen heuristic data-processing 
model  by  analyzing  the  training  sample. 
Finally a corrector (an operation over selected 
set  of  basis  algorithms)  is  constructed  such 
that the resulting algorithm is correct.  
 
In  [3]  any  set  of  EC  is  called  correct  if  there 
exists  a  Boolean  function  as  correcting 
function. Enumeration of correct sets of EC is 
reduced  to  enumeration  of  covers  for  the 
Boolean matrix formed in a special way by the 
training  sample.  The  algebraic-logical  data 
analysis  is  aimed  at  determining  the  most 
relevant  correct  sets  of  EC.  The  object  is 
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classified by voting on  the  correct  sets of EC 
constructed  (the  estimates  for  each  class  are 
calculated). 
 
A  monotonic  Boolean  function  is  used  in  [4] 
as a  correcting  function.  In  this  case obtained 
result  was better  than  in  non-monotonic  case. 
All correct sets of EC consist of single feature-
value  EC.  To  reduce  a  computational 
complexity of searching for relevant correctors 
the genetic  approach  from  [6]  is  applied. The 
logical  corrector  constructed  in  [4]  is  called 
monotonic logical corrector (MON). 
 
In  [1]  the  logical  corrector  LOBAGA  with 
monotonic  Boolean  correcting  function  is 
constructed. The correct  sets of EC consist of 
EC  with  no  limit  on  feature-value  number. 
Any  set  of  EC  U   is  called  a  local  basis  if 
abundant  family  of  correct  set  of  EC  is 
embedded  in  U .  The  learning  stage  is 
iterative.  At  each  iteration  local  basis  U   is 
constructed. The most  relevant  correct  sets of 
EC  are  searched  within  U   by  the  genetic 
algorithm from [6]. For each correct set of EC 
the weight is calculated. The weight of correct 
set  is  the  characteristic  of  its  relevance.  The 
estimates  for  the  training  sample  are 
calculated. The constructed correct sets of EC 
strive  to  improve  the  estimates  obtained  at 
previous iterations. The number of iteration is 
the parameter of the algorithm. At recognition 
stage the objects are classified by the weighted 
voting on the constructed correct sets of EC. 
 
In  this  work,  following  concept  of  the 
monotonic corrector we consider a new type of 
the logical corrector that called antimonotonic 
logical  corrector  (AMON).  The  algorithms 
MON,  AMON,  LOBAGA  are  tested  on  the 
real  recognition  tasks  from  the  system 
“Recognition”  [8]  and  compared  with  several 
well-known algorithms. 
 
The  results  are  following.  The  logical 
correctors  have  better  performance  than  the 
classical  logical  recognition  algorithms  (such 
that  the  algorithm  for  the  calculation  of 
estimates,  test  recognition  algorithm)  and 
decision trees (C5.0, binary decision trees, full 
decision  trees  [5]).  The  performance  of  the 
logical correctors MON and AMON is similar 
to that of all other algorithms tested but worse 

than  Neuron  network.  The  best  performance 
has  been  obtained  by  the  logical  corrector 
LOBAGA. 

Conclusions 

1. Main  concepts  of  the  algebraic-logical 
approach is considered. 
2. A  new  type  of  corrector  is  suggested  that 
called an antimonotonic logical corrector.  
3. It  is  shown  that  the  logical correctors have 
good performance. 
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The paper  is devoted  to  a possible  formalization of  the synthesis  task which arises  in 
connection to protein synthesis. It contains problem statement for some important cases, 
description of proposed solving methods and their theoretical substantiation. 

 

Introduction 

The  task  which  is  considered  in  the  present 
article arises in connection to a general  theme 
of  definite  structure  protein  synthesis.  Some 
results in that field have been already achieved 
[2]  in  assumption  that  structure  forming 
properties of proteins are bound to polypeptide 
subsequences of  fixed length. The researchers 
were  able  to  distinguish  structure  forming  5-
element  sequences  from  the  rest  by  pattern 
recognition  methods  with  90%  quality.  If  we 
keep  the  assumption  and  work with  it  further 
we come to some mathematical problems that 
we believe to be interesting themselves. Thus, 
we will focus on mathematical aspect of it and 
avoid stating any biophysical conclusions. 
Let we have a polypeptide sequence with some 
gaps  that  we  want  to  fill  according  to  the 
desired  profile  of  properties.  The  properties 
themselves are given as a set of precedents, i.e. 
examples  of  their  presence.  Furthermore,  the 
properties  are  bound  to  subsequences  of 
constant length that is much lesser than that of 
the  given  template.  The  next  section  will  be 
devoted to formalization of this task. 

Elementary synthesis task 

Two  major  cases  of  synthesis  task  can  be 
distinguished.  They  are  determined  by  the 
length  of  the  target  template  that  can  either 
equal  or  exceed  precedents  length.  We  will 
call  the  first  one  elementary  and  the  second 
general.  In  this  article  we  consider  binary 
synthesis  task  in  which  target  property  is 
represented by some binary quality. 
In  general  the  binary  elementary  task  can  be 
described as following. Let we have a sample 

of  objects  which  do  or  don’t  have  some 
quality.  Let  we  also  have  some  set  of 
restrictions.  The  problem  is  finding  an  object 
that  satisfies  the  restrictions  and  has  the 
quality.  It  is  assumed  that  the  initial  sample 
can  be  strongly  incomplete  and  inconsistent 
that eliminates simple enumeration. 
In addition it is considered desirable to find an 
object that has the target quality “in uppermost 
degree” for reliability of the solution. 
Let’s  write  down  the  above-said  more 
formally. 
Definition 1.  A  set   kPPP ,,1    will  be 

called  the  alphabet  and  its  elements  will  be 
referred to as letters. 
Definition 2.  By  a  word  of  length  t   a  vector 

 t ,...,1   will  be  considered,  such  that 

Pi  . 

Definition 3.  A  set  tBB 1 ,  where 

PBi    and  either  1iB   or  PBi    will  be 

called a template of length  t . 
The meaning of a template is quite simple. It is 
a  set  of  words  restricted  to  a  single  specific 
letter  in  some  positions  and  unrestricted  in 
others. 
Let  us  have  a  training  sample   t ,...,1   of 

words of length  n . Let this sample be split into 
two classes  1K   and  0K ,  that  is words having 

and  not  having  some   -quality 

correspondingly.  Finally,  let  us  have  a 
template T  of length  n . 
Definition 4. By elementary synthesis task we 
will  call  a  search  for  the  word  T ,  such 

that  
 



d
T

 maxarg , 
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where   d  is an estimate of presence of  -

quality in a word   . 

The key quality of the task is that the specific 
of  the  application  domain  doesn’t  allow 
defining the functional   d . That is why it is 

proposed  using  the  training  sample  for  its 
calculation.  Hereat  it  seems  natural  using 
recognition algorithms for the purpose. 
Definition 5.  The  functional   d   is  defined 

as        01 -d ,  where   1   and 

 0   are  estimates  of  the  object     for 

classes  1K   and  0K   by  some  recognition 

operator correspondingly. 
As  recognition  method  became  part  of 
synthesis task definition it is important to give 
some information about  it. A special  template 
based  variation  of  logical  regularities  method 
[3]  has  been  proposed  for  the  task  mostly 
because of  its  ability  to handle great  amounts 
of data fast. The regularities will be sought  in 
form  of  templates  (see  Definition  3).  Their 
significance  will  be  determined  by  Fisher’s 
test [1] using the approximate formula [4]. 
Definition 6. Let’s consider a template  T . We 
will call  it  logical  regularity of class  1K  with 

significance   TP  if  

0ln)( 







-




yx
YX

y
Y

x
X

C

CC
TP , 

where    11 ,, KX m   ,  1KTx  , 

  01 ,, KY m   ,  0KTy  .  Class 

0K  regularities are defined the same way. 

Let  1R   and  0R   be  regularities  of  classes  1K  

and  0K correspondingly. 

Definition 7. We will  call  an estimate   s  

of the word    for the class  sK  the value 

   
 





jiTTTRTU

s

jisk

UP
,;|

 , 

As an estimate for the class a word gets sum of 
significances of all satisfied regularities of that 
class  minus  sum  of  significances  of  satisfied 
regularities of the other one. Hereat if the word 
satisfies two regularities one of which contains 
the  other  the  latter’s  significance  is  not  taken 
into account. 
Template  sizes  in  elementary  synthesis  task 
allow  searching  the  solution  by  complete 
enumeration.  But  having  in  mind  possible 

generalizations  we  must  take  into  account  its 
extreme  growth.  That  is  why  we  consider 
important  achieving  an  algorithm  less 
dependent  of  the  template  size  even  for 
elementary synthesis. 
Let’s consider a template  nBBT  1 . Let 

PBi  ,  i.e.  all  letters  are  allowed  in  i -th 

position. 
Definition 8.  Let’s  denote  by  ][iT   the 

refining of template T  in the position  i , 
   iTiT |][ , 

Where     is  some  letter  from  the  alphabet, 

P . 

We propose the following synthesis algorithm. 
For each position  i  of the template in which a 
letter is not constricted we determine it by the 
formula 
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kkkk BiTRBVBiTRBUP

i VPUP



][|][| 01

maxarg . 

It means that each letter will be independently 
refined  by  the  value  that  achieves  the highest 
estimate  as  refinement  of  the  initial  template. 
The  estimate  of  the  refined  template  is 
calculated  as  difference  of  significances  of 
templates containing it. 
Theorem 1. Let  the  functional  d  be 
determined  by  Definitions  5  and  7.  If  the 
proposed algorithm finds a unique solution for 
each  unrestricted  letter  of  template  T  then  it 
calculates  the  optimal  solution  of  the 
elementary synthesis task (see Definition 4). 
Proof.  Let’s  prove  the  theorem  ad  absurdum. 
The  following  is  the definition of  the optimal 
solution of the synthesis task    : 
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 BBBRBVBBBRBUT
kkkkkk

VPUP
,|,| 01

maxarg




 
Let  there  be  a  position  h   in  which  h h   , 

where  h    is  achieved  by  the  synthesis 

algorithm.  Let’s  consider  a  set  of  regularities 
generating  estimates  of  the  optimal  solution 
for the class  sK  

 jiBBBRBR jiksks  ,;|  . 

The set consists of two parts 
   PUUUUR hhhs  ||  . 

Hereat the second item takes part in estimation 
regardless  the  letter  in  position  h .  The  first 
one  consists  of  the  unique  element  U   such 
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that  UhT h ][ .  Indeed  one  such  regularity 

must  exist  by  the  theorem  condition  because 
the  algorithm  comes  to  a  solution. 
Refinements  of  the  regularity  in  turn  do  not 
take part in estimating. 
Since the regularity U  must be used in search 
of  h   by the synthesis algorithm definition, we 

come to a contradiction. 
The theorem is proved. 

General synthesis task 

The  goal  of  this  section  is  to  generalize  the 
results of  the  latter one  for  the case of  longer 
template. 
Let’s  consider  a  template  T   of  length  N , 

nN  . 
First  of  all,  since  only  a  precedent  length 
object can have the quality the target property 
transforms to a property profile. 
Definition 9. Let’s call subtemplate at position 
i   of  the  template  T   a  template 
   1,, - nii BBiT   of length  n . 

In  a  same  fashion  a  subword 
   1,, - Niii    of word   NW  ,,1   

can be defined that we will call element. 
Definition 10. Let’s call a property profile for 
the  template  T   a  set   11 ,, - nNqqQ  , 

 01, KKqi  , where  iq  designates class for  i -

th element of target word. 
Second, each missing letter can belong to more 
than one element, all of which should be taken 
into account during optimization. 
Definition 11.  By  general  synthesis  task  we 
will call a search for a word  T , such that  

 


D
T

 maxarg , 

where   D  is an estimate of quality profile Q 

in a word    

    idD
iq

nNi


1,,1
min

-



, 

where      ddK 
1

,      ddK -
0

. 

(There is certain freedom in choosing the 
functional as for example 

    
-




1

1

nN

i
q idD

i
  

can  be  used.  Later  in  this  article  we  will  use 
the first one, knowing  that all  the results hold 
for  this  one  too.  The  final  choice  should  be 
made after experiment series.) 

Again,  an  algorithm  will  work  independently 
with each missing letter. 
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Theorem 2. If  the proposed algorithm finds a 
unique  solution  for  each  unrestricted  letter  of 
template  T  then  it  calculates  the  optimal 
solution of the general synthesis task. 
Proof  in  most  part  repeats  the  proof  of  the 
theorem 1. Instead of a single regularity U  we 
get  a  set   nUU ,,1    of  regularities 

corresponding  to  each  element  containing  the 
target  letter.  Nevertheless,  each  of  them  has 
the same properties as U  by design. 

Conclusion 

In  the present paper a synthesis  task has been 
described,  i.e.  the  task  of  searching  for  an 
object of definite quality that is described by a 
set of precedents. 
An  approach  for  solving  the  task  has  been 
proposed for an important task family. 
At  the  same  time  the  question  of  formalizing 
the  method  quality  estimate  remains  and 
consequent testing with real world data are the 
most  obvious  ways  for  development  of  these 
results. 
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In  data  mining  and  machine  learning,  the  experimental  data  are  often  presented  as 
results of mutual pairwise comparisons of objects. Because of  absence of  the original 
feature space, the condition for correct immersion of a set of objects in a metric space is 
a non-negative definiteness of a matrix of pairwise comparisons of its elements. In this 
case,  pairwise  comparisons  can  be  interpreted  as  the  scalar  products.  This  paper 
proposes an approach to correction of the violated metric by minimal correction of the 
given  matrix  of  pairwise  comparisons  using  its  rows  and  columns  permutations  and 
some values modifications. 

 

Introduction 

Let  experimental  data  be  presented  in 
the  form  of  pair-wise  comparisons  between 
elements of the limited set.  

In this case, the experimental results can 
be presented as a square matrix. If this matrix 
is  positively  definite,  this  means  it  has 
positive  determinant  and  positive  set  of 
eigenvalues. 

The  latter  means  that  many  systems  of 
orthogonal  coordinates  with  common  origin 
exist and can be  transform one  in another by 
rotation of its coordinate axes.    

The  set  elements  as  vectors  are 
presented  in  such  coordinate  spaces  and 
similarities  or  dissimilarities  between  them 
can  be  evaluated  as  scalar  products  or 
distances, usually Euclidean ones.  

In  this  case  based  on  cosine  theorem 
distances  are  evaluated  for  known  scalar 
products and vice versa.  

Therefore,  if  the  matrix  of  pairwise 
comparisons  is  positively  definite,  then  we 
consider  the  set  elements  are  immersed  in 
unknown  (for  us)  metric  space,  for  example 
Euclidean, with dimensionality not more than 
the rank of the matrix. 

Therefore,  after  pairwise  similarities 
have been measured usual transformations are 
produced  to  get  symmetric  and  normalized 
matrix with the main diagonal of units. 

Specifically, a matrix of weighed scalar 
products  (correlations)  represents 
experimental  results  in  factor  and  correlation 
analysis when elements of the set are features.  

Because of such a usual way to get data, 
the  matrix  of  pairwise  comparisons  can  be 
non-positively definite and can have negative 
eigenvalues.  

It  means  that  in  general  case  all 
transformations  need  to  allow  for  immersion 
of  the  specified  set  of  elements  in  the 
appropriate metric space.  

It  is  evident  this  is  a  problem  to  be 
solved before the problem of the data analysis 
itself,  and  more  importantly,  before  the 
measurement process.  

This is the modern problem of so-called 
multi-kernel  similarity  measures  in  data 
analysis  [8]  and  multi-modal  image 
registration in medical applications [10]. 

Let the non-positively definite matrix of 
pairwise similarities be given by usual way.  

It  can  be  made  positively  definite  by 
decomposition  of  it  relative  its  eigenvalues 
and  removing  from  elements  of  the  matrix 
contributions of the negative eigenvalues [7]. 

In  general,  such  a  transformation  is 
achieved  by  the  space  dimensionality 
reducing  based  on  discrete  Karhunen-Loève 
expansion  [2,  9]  to  remove,  for  example, 
contributions  of  about  20%  of  lowest 
eigenvalues including negative ones.  
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It needs to note, first, we cannot control the 
scale  of  corrections  in  data  and,  second,  we 
actually reduce initial information.  

It may be natural for features in Karhunen-
Loève  problem,  but  it  is  not  so  for  the  set 
elements  as  objects  for  learning  to  recognize 
them.   

Indeed,  we  really  need  to  recognize  all 
elements  in  the  given  set  and  do  it 
mathematically  correct  by  specially  developed 
recognizing and clustering algorithms [3].  

Therefore,  for  the  non-positively  definite 
matrix of pairwise similarities we need to correct 
it  minimally  for  recovering  the  metric  and  get 
positively definite matrix. 

Mathematical framework 

Let  the  matrix  )(n,nS   given.  It  has 

diagonal  of  units,  its  elements  are  symmetric 
with respect to main diagonal, and their absolute 
value is less than 1.  

So  S  is the matrix of some quadratic form.  
To see whether it is positively definite we 

can  use  Sylvester's  criterion:  the  matrix  of  a 
quadratic form is positively definite if and only if 
its principal minors are positive [5]. 

According  to  the  consequence  of 
Sylvester’s  inertia  law,  the  number  of  negative 
eigenvalues   in S  equals to the number of sign 
changes in the sequence  

10 S ,  1S , …,  nS .  

Here the notation  kS  means  thk  principal 

minor of  S  [5]. 
One  can  prove  that  simultaneous 

permutation of two rows and two corresponding 
columns  in  S   does  not  change  its  eigenvalues 
[5].  

This  transposition  means  transposition  of 
the corresponding two elements of the set. 

 
As  it  was  shown  in  [4],  the values  of  the 

principal minors of S  are descending from 1 and 
once some minor  kS  can become negative.  

Using  the  method  of  matrix  correction 
described in [4], most of all minors from  kS  to 

nS  should be corrected.  

 
Therefore,  it  is  better  to  have  the  first 

negative minor as far as possible.  

Inertia  law  says  that  k   can  not  be  more 
than  vn - ,  so  we  want  to  have  k   as  close  as 
possible to  vn - . 

Method of solution 

The  idea of approaching  k   to  vn -   is  in 
following.  

We want to get such the ranging of the set 
elements  so  every  following set  element  causes 
minimal descending of the principal minor value.  

This  ranging can be built  like  this. Let us 
have  n   set  elements  and  the  corresponding 
matrix  ),( nnS  of pairwise comparisons with   

eigenvalues.  
Then  we  remove  such  set  element  so 

derivable  matrix  )1,1( -- nnS   has  1-v  

negative eigenvalues and its determinant has the 
maximal absolute value.  

We assign  thn  position  in our  ranging  to 
this set element.  

Because  of  changing  of  evenness  of  the 
negative  eigenvalues  determinant  changes  its 
sign.  

If  it  is  not  possible  to  find  such  element 
that brings changing of the determinant sign then 
we remove the element that brings the maximal 
absolute  value  of  the  determinant,  and  this 

element obtains  `thn  position in the ranging.  
Then  we  repeat  this  procedure  for  the 

matrix  )1,1( -- nnS  .  

 
Each iteration decrements dimension of the 

matrix  S   and  increments  the  number  of  set 
elements  that  obtained  their  position  in  the 
ranging.  

So when we get the matrix  )1,1(S  all the 

set elements will be ranged. 
 
If  we  choose  the  set  elements  in  some 

other order, the determinant of the corresponding 
matrix  of  pairwise  comparisons  will  not  be 
changed.  

 
Therefore,  our  ranging  is  invariant  under 

the order of the set elements. 
 

Experiments 

Let  us  test  this  method  for  two  given 
matrices.  
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The  first  one  describes  the  influence 
between  noises  and  vibrations  in  a  tractor  cab 
and tractor driver’s work-rate and state of health 
by correlation of 33 parameters [6]. 

The  second  one  describes  data  that  Dr. 
San-Ho  Kim  from  the  Lawrence  National 
laboratory,  Berkley,  USA,  obtained  in  his 
research in the molecular biology.  

He compared the set of nuclear sequences 
by  Fasta  program  and  selected  420  ones  by 
minimal  similarity  to  get  the  pair-wised 
similarity matrix of the size 420x420 [1].  

There  were  two  couples  of  repeating 
values,  so  we  removed  them  and  we  obtained 
matrix 418 by 418. 

First  matrix  )33,33(S   has  two  negative 

eigenvalues.  
Scanning through its principal minors, we 

can see that the first negative minor is 22nd one.  
Correcting  this  matrix  with  the  correction 

method, we get  the following result:  there were 
12  set  elements  whose  pairwise  comparisons 
should be corrected.  

Total  deviation  of  the  corrected  matrix 
from the initial one is 47.2026388245. 

Now  let  us  firstly  find  the  optimal 
permutation.  

After we have built it, let us scan through 
the principal minors of the corresponding matrix.  

We can see that the first negative principal 
minor is 32nd.  

Due  to  the  fact  of  having  two  negative 
eigenvalues,  we  can  conclude  that  this 
permutation  is  ideal and we need  to correct  the 
pairwise comparisons of also two set elements.  

Correcting  it  we  obtain  the  matrix  whose 
elements are differs by only 5.3354921875 from 
the elements of the initial matrix. 

Now  let  us  correct  the  second  matrix.  Its 
size  is  418  by  418  and  it  has  5  negative 
eigenvalues.  

Correcting  this  matrix  without  searching 
the  optimal  ranging  we  have  the  following 
results.  

First negative principal minor is 375th and 
we have  to correct 43 rows and columns of  the 
initial matrix.  

The  corrected  matrix  deviates  by 
3109.3063326680 from the initial one. 

Using correction with the search of the best 
permutation, we can see that it gives also better 
results.  The  first  negative  principal  minor  is 
411st.  

Trice  we  could  not  find  the  element  that 
changes the sign of the determinant so we have 
to correct 8 rows and columns.  

Total  deviation  after  correction  is 
576.1138339844. 

Conclusion 

Based  on  the  available  method  of 
correction of a non-positively definite matrix of 
pairwise comparisons, we offer an improvement 
of it.  

It  consists  in  the  initial  set  of  elements 
rearranging which gives the optimal ranging of it 
in the sense of minimal violation of metrics.  

This  ranging can be used  in  correction of 
the  non-positively  definite  matrix  of  pairwise 
comparisons. 
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The paper describes the method of allocation of sound signal sections the most resistible 
to distortions. Preliminary signal description  is created by means of U-transformation. 
Results of computing experiments are adduced.  

 

Introduction 

The  decision  of  any  problem  of  digital 
processing  of  a  sound  signal  starts  with  a 
signal description creation.  There are various 
methods  of  creation  of  a  sound  signal 
description. They are  Fourier  transforms, 
wavelet  analysis,  U-transformation.  The 
question  of  stability  of  a  sound  signal 
description  arises  while  solving  a  signal 
processing  problem  at  noise  conditions.  One 
of such tasks is a  task of media data analysis 
which  consists  in  search  of  a  set  sound 
fragment in the sound stream or in the file. 
The present work  is devoted  to  researches of 
stability  to  description  distortion  created  by 
means  of  U-transformation  [1,  2].  U-
transformation  is  the  basic  transformation 
used in the theory of active perception (TAP). 
Within TAP the sound signal is considered as 
system unit. For detection of system elements 
integral  transformation  is  used,  and  for 
identification  of  communications  between 
elements  –  spatial  derivation.  Spectral  signal 
description  is a result of differential structure 
identification. 
Suppose  f(t)  –  an  analyzed  sound  signal 
observed  on  a  finite  amount  of  time.  The 
result  of  U-transformation  application  to  f 
signal is multilevel (  coarse-fine)  spectral 

representation of D = {dij},  Ki ,1 ,  iMj ,1

,  where  K  is  a  number  of  decomposition 
levels, Mi – number of  signal  segments   on  i 
decomposition level, dij – spectrum including 
L  spectral  coefficients  (number  of  filters 

used), dij{k} – k spectral coefficient ( Lk ,1 ), 

fij  –  a  waveform  segment  of  f  on  which  dij 
range  is  calculated.  U-transformation  is 

realized  by  means  of  a  set  of  filters  {Fi}. 
Below is a basic set of filters: 
 

F0 = {1, 1, 1, 1}, 
F1 = {-1, -1, 1, 1}, 
F2 = {-1, 1, 1, -1}, 
F3 = {1, -1, 1, -1}. 

(1) 

 
This  set  of  filters  is  equivalent  to  the  Walsh 
system filters Hartmuth [3]. 
Let us assume for  filter  sets {Fi}  that  (+1  
1) and (–1  0). We obtain binary operators 
sets {Vi }. Set-theory operations of integration 
(addition) and intersection (multiplication) are 
admissible for these operators. Result we have 
in algebra – AV  = <{Vi}: +, > [1]. 
In AV  algebra there are algebraic groups: 
1) Pni  – groups on  three elements  (are  called 
as  complete),  are  formed  on  three  operators 
(Vi,Vj,Vk)  which  have  correlation  as  follows: 
Vi + Vj + Vk  e1 – unit. The complete group 
admits  two  descriptions  –  for  intersection 
operation  of  ViVjVk  (multiplication  operation, 
number of inversions is even) and integration 
operations  (addition  operations,  number  of 
inversions  is  odd).  The  number  of  possible 
patterns  of  complete  groups,  taking  into 
account  inversions  of  operators,  is  equal  to 
four. Complete group pattern is a compact of 
four connected elements. 
2) Psi – groups on four elements (are called as 
closed),  are  formed  on  four  operators 
(Vi,Vj,Vn,Vm),  where  (Vi,Vj,Vk)    Pni, 

(Vn,Vm,Vk)    Pnj,  with  ViVj  +  Vn mV  

description  (where  desired  number  of 
operators inversions is odd) and unit – Vi + Vj 

+ Vn +  mV   e1 pattern. The number of possible 

closed  group  patterns,  taking  into  account 
operator  inversions  is  equal  to  eight. 
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Complete group pattern is a compact of eight 
connected elements. 
Sets  {Pni},  {Psi} are  finite  and have  capacity 
of  35  and  105  respectively  (these  sets  are 
formed  on  16  operators).  Sets  {Vi},  {Pni}, 
{Psi}  –  the  sets  of  standards  used  to  solve  a 
problem  of  recognition  of  the  object  of 
research  in  standard  space.  Notation  of 
complete  group  in  addition  operation  is  Pnia, 
in multiplication operation is Pnim.  
Formation of  sound signal description within 
U-transformation is based on use of algebra of 
groups.  Spectral  and  correlation  analysis  is 
carried out by means of closed and complete 
groups.  Complete  groups  make  possible  to 
explore  correlation  communications  between 
operators.  Closed  groups  make  possible  to 
explore  correlation  communications  between 
complete  groups.  Drawing  an  analogy 
between algebra of groups and language, it is 
possible  to  apply  the  following  compliances: 
operator  is  a  language  alphabet,  complete 
group is a word and closed group is a phrase. 
Closed group formed on the basis of two full 
groups, and closed group – on the basis of the 
three operators. 
In [1] it is noted that the greatest resistance to 
distortions belongs  to descriptions created on 
the basis of closed groups,  the smallest one - 
on the basis of operators. 

Signal research algorithm 

Let us define indicators which can be used for 
allocation  of  stable  segments  of  a  signal  A. 
For  this  purpose  we  will  make  analysis  of  a 
signal A:  
1) single-level U-transformation of a signal А 
is  calculated,  the  signal  is  divided  into  M 
segments. For each signal  segment  the set of 
complete  (Pni)  and  closed  (Psi)  groups  is 
calculated.  The  signal  description  represents 
set of values of operators, and also the groups 
calculated on each signal segment:  
 





Mi

isiiniiA PPVD
,1

,, ,,   (2) 

 
2)  under  signal  А  by  means  of  operator  of 
distortion  B  and  C  signals  are  formed 
(distortion level of a signal А has to be equal, 
however, considering that signal А is imposed 

with  random noise, signals B and C won't be 
equivalent):  
 

B = NOISE[A],  
C = NOISE[A], 

(3) 

 
where  NOISE[]  –  an  operator  of  imposing 
noise to a signal; 
3)  descriptions  of  signals  B  and  C  are 
calculated:  DB,  DC.  The  structure  of 
descriptions of DB and DC is equivalent to DA 
structure; 
4)  comparison  of  descriptions  is  carried  out: 
DА-DB  and  DА-DC;  it  results  in  arrays 
generating CB, V, CB, ni, CB, pi, CC, V, CC, ni, CC, pi 
(CB, V[i]  –  number  of  operators  which 
coincided  in  signs  for  i  segment  of 
descriptions  DА-DB;  CB, ni[i]  –  number  of 
complete  groups  which  coincided  for  i 
segment  of  descriptions  DА-DB;  CB, pi[i]  – 
number of closed groups which coincided for 
i segment of descriptions DА-DB). 
By  results  of  formation  of  the  above 
mentioned  arrays  it  is  possible  to  draw  a 
conclusion  about  stability  of  segments  in 
accordance with the following rule: If CB[i] > 
T  and CC[i] > T,  then  i  segment of a  signal  is 
distortion-resistant (T – threshold value). 
Let  us  use  this  method  to  define 
characteristics  of  distortion-resistant  signal 
segments.  
After  a  number  of  experiments  it  was 
established that for allocation of stable signal 
segments  only  closed  groups  can  be  used. 
Analyzing  the  descriptions  of  distorted  and 
undistorted  signals  generated  by  means  of 
closed groups, it was managed to allocate the 
indicators  making  possible  to  divide  signal 
segments into stable and unstable: 
1)  «P1»  indicator:  the  more  difference 
between  maximum  and  minimum  mass  of 
groups in a set, describing a signal segment S, 
the much more likely that segment description 
of a signal won't change while distorting: 
 

D1 = MAX(MASS(P, A)) –  
– MIN(MASS(P, A)), 

(4) 

 
where  P  is  a  set  of  groups,  calculated  by 
means of  a  signal  A,  MAX  [•]  –  an  operator 
calculating  the  maximum  value  among 
numbers  in  the  array,  MIN  [•]  –  an  operator 
calculating  the  minimum  value  among 
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numbers in the array, MASS [•] – the operator 
calculating masses of groups including in  the 
array P; 
2)  «P2»  indicator:  the  more  sum  of  group 
masses  including  into  a  set  of  groups  P, 
describing a signal segment A, the much more 
likely  that  segment  description  of  a  signal 
won't change while distorting: 
 

D2 = SUM(MASS(P, A)),  (5) 
 
where SUM[] – operator of calculation of the 
sum of the array elements. 

Computing experiment 

Let  us  consider  the  pictures  which  prove 
possibility  to  use  the  mentioned  herein 
indicators  for  dividing  signal  segments  into 
stable and unstable. In the fig.a and fig.b it is 
given  the  statistics  of  existence  in  a  signal 
stable  and  unstable  segments  at  low  noise 
level (relation signal/noise is equal to 40 dB). 
This  statistics  is  calculated  by  means  of  CB 
and  CC  arrays.  When  forming  CB  and  CC 
arrays  the first N by weight of closed groups 
were taken out. In fig.a the full line represents 
the  diagram  of  frequency  change  of  stable 
segments  appearance  depending  on  a 
difference  between  the  mass  of  groups 
calculated  on  i  signal  segment,  the  dash  line 
defines  the  same  diagram  but  only  for 
unstable  segments.  In  fig.b  the  full  line 
represents the diagram of frequency change of 
stable segments appearance depending on the 
sum of mass of groups calculated on  i  signal 
segment,  the  dash  line  defines  the  same 
diagram but only  for unstable  segments. The 
range  of  values  of  difference  of  masses  and 
also the sums of masses   are  standardized 
to a segment [0; 100]. 
The  conducted  experiments  showed  that  the 
peak position in the figure (it is marked with a 
triangle)  can  be  used  as  a  threshold  for 
dividing  distortion-resistant  and  distortion-
labile  segments.  In  the  fig.c  and  fig.d  the 
same  diagrams  are  depicted  but  only  for  the 
signal/noise  ratio equal  to 10 dB. Comparing 
fig.a  and  fig.c  we  can  note  that  increase  of 
noise level causes the decrease of quantity of 
stable  segments  meanwhile  peak  position  is 
practically  not  changed  (it  is  slightly  moved 
to the left).  

 
a. 

 
b. 

 
c. 

 
d. 

Fig.1. Threshold identification  
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Table 1. Statistics of signal segment 
stability (uniform noise) 

Noise 
40 dB 

Noise 
20 dB 

Noise 
10 dB 

Noise 
0 dB 

Segment length: 64 
9640/ 
3610 

7851/ 
5399 

6385/ 
6865 

1570/ 
11680 

9212/ 
4038 

6606/ 
6644 

4747/ 
8503 

613/ 
12637 

Segment length: 128 
2588/ 
1404 

2543/ 
1449 

1728/ 
2264 

728/ 
3264 

2305/ 
1687 

2355 / 
1637 

1316/ 
2676 

653/ 
3339 

Segment length: 256 
1363/ 
485 

1363/ 
485 

1042/ 
806 

497/ 
1350 

1255/ 
593 

1255/ 
593 

843/ 
1005 

566/ 
1281 

Segment length: 512 
959/ 
401 

959/ 
401 

820/ 
540 

251/ 
1109 

908/ 
452 

908/ 
452 

908/ 
452 

133/ 
1227 

Segment length: 1024 
462/ 
245 

364/ 
343 

364/ 
343 

195/ 
512 

425/ 
282 

425/ 
282 

547/ 
160 

85/ 
622 

This  fact  can  be  used  to  divide  stable  and 
unstable segments. It should be noted that the 
structure of diagrams for different noise levels 
is similar. 
At  table  1  and  table  2  presented  statistics 
about steady / non steady signal's segments in 
different conditions (for different noise levels 
and  for  different  segments  length).  At  first 
string  presented  data  for  first  indicator  (P1) 
and in second string – for second (P2). 

Table 2. Statistics of signal segment 
stability (normal noise) 

Noise 
40 dB 

Noise 
20 dB 

Noise 
10 dB 

Noise 
0 dB 

Segment length: 64 
9640/ 
3610 

6385/ 
6865 

2880/ 
10370 

107/ 
13143 

9212/ 
4038 

5584/ 
7666 

1849/ 
11401 

179/ 
13071 

Segment length: 128 
2588/ 
1404 

2161/ 
1831 

916/ 
3076 

536/ 
3456 

2305/ 
1687 

1954/ 
2038 

1042/ 
2950 

53/ 
3939 

Segment length: 256 
1363/ 
485 

1042/ 
806 

622/ 
1226 

171/ 
1677 

1255/ 
593 

843/ 
1005 

566/ 
1282 

57/ 
1791 

Segment length: 512 
959/ 
401 

685/ 
675 

470/ 
890 

251/ 
1109 

908/ 
452 

908/ 
452 

537/ 
823 

133/ 
1227 

Segment length: 1024 
462/ 
245 

364/ 
343 

234/ 
473 

37/ 
670 

425/ 
282 

323/ 
384 

170/ 
537 

11/ 
696 

Conclusion 

This  paper  presents  the  method  making 
possible  to  calculate  the  sections  of  a  sound 
signal  resistant  to  distortions.  For  allocation 
of such sections two indicators are introduced. 
The  offered  method  can  find  practical 
application  to  complete  tasks  of  analysis  of 
media data that will make possible to increase 
the  resistance  of  the  description  created  to 
different distortions. 
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We  consider  basic  principles  of  comparison  of  symbolic  sequences  (texts  of  any 
language nature). We give examples of definitions of similarity measures and distances 
between  texts. Special  attention  is paid  to  the  relative  complexity of  texts:  a measure 
generalizing the Lempel-Ziv complexity approach to the case of pairs (groups) of texts 
with addition of copying operations  that are  characteristic  for  a concrete  subject area. 
We compare the relative complexity with other known measures and show examples of 
its use. 
 

Introduction 

Symbolic  sequences  (words,  strings,  texts)  as 
an  object  of  study  are  encountered  in  various 
areas of knowledge: mathematics, informatics, 
biology,  linguistics,  music.  Many  problems 
related to analysis of texts are of classification 
nature.  A  key  point  in  solution  of  such 
problems  is  the  choice  of  similarity  measures 
between texts. This choice is based on defining 
a  set  of  admissible  transformations 
(operations) characterizing  the variability of  a 
given  class  of  objects.  For  example,  at  the 
level  of  words  of  a  natural  language,  such 
operations  are  substitutions,  insertions, 
omissions,  permutations  of  individual 
symbols,  which  give  rise  to  an  error  or  a 
change of the meaning of the word. The same 
operations  characterize  evolution  of  DNA 
sequences at the lower level (point mutations). 
At  the  higher  (chromosome)  level,  the  basic 
evolution  events  are  large-block 
rearrangements: inversions, transpositions, etc. 
An  inversion  implies  breaking  a  sequence  at 
two  points,  cutting  out  the  fragment  between 
them,  and  inserting  this  fragment  in  the  same 
place but  in  the reverse order. A transposition 
is  moving  a  fragment  from  one  place  on  the 
chromosome  to  another.  Specific  operations 
for  music  compositions  are  sequential 
transitions and filling an interval. 
Results  of  comparison  of  sequences  for  a 
concrete subject area essentially depend on the            
adequacy  of  the  choice  of  admissible 
operations,  their  weights,  and  similarity 

measures.  A  fairly  universal  idea  for 
calculation of  the  similarity of  two  sequences 
is  estimating  the  complexity  of  transforming 
one of them into the other by using a fixed set 
of  admissible  operations.  A  transformation  is 
considered  to  be  optimal  if  it  is  performed  in 
the  minimal  number  of  steps  (one  step 
corresponds to a single use of any operation in 
the  set).  This  indicator  gives  a  quantitative 
estimate  for  the  similarity  of  sequences.  The 
purpose  of  this  paper  is  comparative  analysis 
of  approaches  implementing  the  strategy 
described  above,  with  a  more  detailed 
discussion  of  one  of  them  that  generalize  the 
notion  of  complexity  decomposition  of  a 
symbolic  sequence  [1]  to  the  case  of  two  (or 
more)  texts.  We  present  examples  of 
applications of this strategy to real problems.  

1. Distances and similarity measures 

Let  be a finite alphabet; S a  finite sequence 
composed of elements of  (text); N = | S | the 
length of a text S; let am be the m-fold repeat of 
a symbol а. Let S = S1S2 be the concatenation 
of sequences S1 and S2. 
1.1. The edit distance between texts S1 and S2 
in the simplest case is defined as the minimum 
number  of  “edit”  operations  (substitution, 
insertion,  and  deletion  of  a  symbol)  that  are 
necessary  for  transforming  S1  into  S2.  This 
metric  was  introduced  by  Levenstein  in 
connection  with  problems  arising  in  coding 
theory.  Various  modifications  of  it  were  used 
in  computational  linguistics  (edit  distance), 
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molecular  biology  (evolutionary  distance),  in 
problems of speech recognition.  
The  process  of  transforming  S1  into  S2  is 
usually  represented  as  “alignment”.  
Alignment  is a matrix of  two rows S1' and S2' 
obtained from S1 and S2 by adding the symbol    
“–”.  In  this  matrix,  the  identical  (and  being 
replaced)  elements  are  situated  one  under 
another,  and  the  columns  containing  the 
symbol  “–”  indicate  symbols  that  are  being 
deleted or inserted.  
If the operations have “weights”, then d(S1, S2) 
is  defined  as  the  minimal  “cost”  of 
transforming  S1  into  S2.  The  edit  distance  is 
calculated  by  using  a  scheme  of  dynamic 
programming  with  the  running  time  being 
O(N1N2). The scheme can be easily modified 
for detecting local similarity.  
Construction  of  alignment  plays  an  important 
role  in  bioinformatics.  For  reducing  running 
time  when  comparing  long  texts,  first 
“synchronization  points”  are  sought  in  the 
form of long repeats, which are then extended 
by  using  dynamic  programming.  Here,  the 
minimum of the “cost” of transforming S1 into 
S2 is not guaranteed. 
Weights are assigned to the edit operations by 
using  accumulated  statistics  of  occurrence  of 
various  kinds  of  substitutions,  insertions, 
deletions in the alignments.   
1.2. The Kolmogorov approach. 
Kolmogorov  defined  the  complexity  of  an 
object (in this case, of a symbolic sequence) as 
the  length  of  the  shortest  description  K(S)  by 
which  the  original  object  can  be  uniquely 
reconstructed.  When  there  are  two  objects 
(texts S1  and  S2),  we  can  speak  about  the 
quantity  of  information  about  S1  contained  in 
S2.  This  quantity  can  be  regarded  as  the 
relative  complexity  K(S1/S2)  of  reconstruction 
of  S1  by  S2.  For  comparison  of  texts  one  can 
use  both  the  relative  complexity  itself  and  a 
normalized  characteristic,  for  example,  of  the 
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[2].)  It  is  well  known  that  the  Kolmogorov 
complexity  is  not  explicitly  computable. 
Therefore  in  practice,  instead  of  K(S), 
K(S1/S2),  their  estimates  are  used  obtained  by 
means  of  some  compression  algorithm.  Our 
version  of  obtaining  these  estimates  is 
described below.  

1.3. Generalization of the Lempel-Ziv 
approach. In  [1] Lempel and Ziv defined  the 
complexity  of  S  as  the  minimum  number  of 
steps required for its synthesis. The admissible 
operations  are  the  operation  of  “generating  a 
new  symbol”  and  of  copying  a  “ready-made 
prototype”  from  the  prehistory  (that  is,  the 
already  synthesized  part  of  the  text).  The 
ordering of fragments synthesized at each step 
of  the  process  is  called  the  “complexity 
decomposition” of S. In [3] we generalized the 
Lempel-Ziv  approach  by  substantially 
extending  the spectrum of admissible copying 
operations and adapting them towards analysis 
of DNA sequences. Namely, along with direct 
copying,  which  corresponds  to  identical 
repeats  in  the  ordinary  sense,  we  allow  for 
symmetric  copying  corresponding  to 
inversions,  as  well  as  direct  and  symmetric 
copying  in  combination  with  a  predefined  re-
naming  of  elements  of  the  alphabet.  This 
copying  models  the  relation  of 
complementarity  specific  for  genetic  texts 
(direct  and  symmetric  complementary  repeats 
are detected). The number of steps с(S) of the 
process  of  synthesis  of  S,  using  the  extended 
spectrum  of  operations,  can  be  a  good 
approximation for the Kolmogorov complexity 
K(S).  
In  the  case  of  two  sequences  S1  and  S2  we 
represent  one  of  them,  for  example,  S1,  as  a 
concatenation  of  fragments  from  S2.  The 
ordering of  these  fragments  that  are  inter-text 
repeats  of  various  types  is  called  the 
complexity  decomposition  of  S1  with  respect 
to S2, and the number of components in it с(S1 
/  S2)  -  the  complexity  of  reconstruction  of  S1 
by  S2.  This  characteristic  serves  as  an 
approximation for K(S1/S2). 
Tiling S1 by fragments of S2 is conducted from 
beginning  to  end  (from  left  to  right). At  each 
step  we  copy  the  longest  (over  all  ways  of 
copying  and positional  tie-ins)  fragment of S2 

that coincides with a prefix of a yet uncovered 
part  of  S1.  The  main  advantages  of  the 
algorithm are the detailed registration of large-
block rearrangements and a linear dependence 
of the running time on (|S1| + |S2|).  
An  important  complement  to  the  scheme  of 
comparison  of  sequences  described  above  is 
the  possibility  of  making  it  universal,  not 
oriented  towards  a  concrete  language  system. 
This  is  achieved  by  replacing  the  DNA-



96 

 

oriented copying operations by others  that are 
not  fixed beforehand but  manifest  themselves 
in  a  text  by  anomalously  long  hidden  repeats 
identical with respect to re-naming of elements 
of the alphabet.  
1.4. The transformation distance was 
defined  in  [5]  as  the  minimal  length  of  a 
description of  the process of assembling S1  in 
the  presence  of  S2  by  using  large-block 
operations  such  as  duplication,  inversion,  and 
insertion of segments. In contrast to what was  
described above, insertion of a segment is used 
not only when  S1 contains symbols that do not 
occur in S2  but also when a symbol-by-symbol 
generation  of  a  segment  costs  less  (with 
respect to the number of bits required for that) 
than  copying.  The  second  difference  is  in  the 
order  of  assembling  S1.  Calculation  of  the 
transformation  distance  tr(S1,  S2)  reduces  to 
choosing  a  path  with  smallest  weight  in  a 
graph  of  special  type.  The  running  time  of 
construction  of  the  graph  and  the  choice  of  a 
path  with  smallest  weight  is  estimated  by  the 
authors of [5] as О(|S1|6).  
1.5. The inversion distance. The  inversion 
distance  dI(,)  between  sequences   and   
is  defined  as  the  minimum  number  of 
inversions  required  to  transform  one  of  them 
into  the other. Obviously,  not  every  sequence 
can be transformed into another by using only 
inversions.  Therefore  the  initial  problem  is 
usually reduced to comparison of permutations 
of the integers. The problem of calculating the 
inversion  distance  for  them  is  NP-complete, 
but  in the case of “signed” permutations there 
exist  polynomial  solutions  [9].  “Signed” 
permutations  were  introduced  for  solving  the 
problem of comparison of the order of genes in 
genomes.  The  permutation  gives  the  ordering 
of  the  genes  along  the  chromosome  and  the 
sign  (“+”  or  “-”)  indicates  the  orientation  of 
the  genes  (or,  equivalently,  which  strand  of 
DNA  they  are  on).  An  inversion  changes  not 
only  the  order  of  elements  between  the  break 
points but also the signs of these elements. For 
example, if  in  the signed permutation  +1 [+2 
-4  -5  ]  +3  +6    we  invert  the  fragment  in 
brackets,  then  we  obtain  the  permutation  +1 
+5 +4 -2 +3 +6. 
1.6. The breakpoint distance between  two 
permutations  is  a  more  general  and  easily 
computable  measure  as  compared  to  the 
inversion  distance.  Despite  a  radical 

simplification of the computational procedure, 
the  results  obtained  on  real  data  strongly 
correlate with the results of inversion analysis. 
Moreover, one can see prospects of using this 
measure  for  taking  onto  account  other 
chromosome  rearrangements  -transpositions 
and translocations.  
To  determine  the  break  points  we  add  an 
arbitrary permutation   by the elements 0 = 0 
and N+1 = N + 1. When comparing  with the 
identity permutation e = 0 1 2 … N N + 1, we 
detect  a  break  between  the  elements    i  and 
i+1  if  |i+1  -  i  |    1  (0    i    N).  The  total 
number  of  breaks  in    can  be  treated  as  a 
measure of dissimilarity between  and e.  
In the case of arbitrary permutations   and , 
a break between elements i = a  and i+1 = b 
(where a and b are arbitrary numbers from 0 to 
N+1) is detected when the numbers a and b do 
not  occur  in   consecutively,  i.e.  does  not 
contain either the bigram ab or ba.  

2. Complexity decompositions in 
comparison with other approaches  

2.1. Relative complexity and edit distance. 
The  complexity  decomposition  of  a  sequence 
reveals its large-block structure in the form of 
a  concatenation  of  repeats  of  various  types. 
The edit distance does not refer to the structure 
at all (and to the type of repeats in particular); 
therefore  many  repeats  are  simply  not 
registered.  The  complexity  decomposition 
H(S1  /  S2)  of  S1  with  respect  to  S2  is 
independent of the order of the arrangement of 
the  blocks  in  both  texts;  the  edit  distance  is 
very critical to this factor. For example, let S1 
=  t17 a5 and S2 = a5t17. Then H(S1  / S2) = t17 * 
a5,  where  *  is  a  separator  between  the 
decomposition components,  i.e. c(S1  / S2) = 2, 
whereas  d(S1  ,  S2)  =  10  (one  has  to  delete  5 
occurrences  of  the  symbol  “а”  from  S2,  and 
then to insert the same symbols after t17). One 
can show that c(S1 / S2)  2d(S2, S1) + 1 in the 
general case.  
As for the running time of calculating c(S1 / S2) 
and d(S2, S1), in the first case it is linear О(|S1| 
+  |S1|),  whereas  in  the  second  case  we  can 
speak  merely  about  the  quasi-linearity  of 
nuclear algorithms achieved at  the expense of 
giving  up  the  exact  (but  quadratic)  algorithm 
of dynamic programming. 
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2.2. Relative complexity and transformation 
distance. The  idea  of  transformation  distance 
(extension of the set of admissible large-block 
rearrangements)  is  conceptually  close  to  the 
approach  that  we  develop  (see  Section  1.3). 
However,  in  our  approach,  as  in  [1],  the 
number of operations used is counted, while in 
[5]  –  the  cost  of  each  operation  in  bits.  In 
combination with a more complicated scheme 
of  assembly of one  sequence by  the other,  an 
optimization  problem  arises  the  running  time 
of which  is estimated by the authors of  [5] as 
О(N6)  and  which  makes  this  approach  hardly 
suitable to real applications. 
2.3. Inversion distance, breakpoint distance, 
and complexity distance. All  these measures 
are  compared  on  ordinary  (not  signed) 
permutations  under  the  assumption  that  there 
exists  a  way  of  transforming  the  original 
sequence  to  a  numerical  permutation.  Since 
one  inversion can remove  two break points at 
once,  the  inversion  distance  dI(,)  and  the 
number  of  break  points  r(,)  are  connected 
by  the  relation  r(,)   2dI(,).  In  turn,  the 
number  of  breaks  of    with  respect  to     is 
uniquely connected with the value of с(/) if 
direct  and  symmetric  copying  are  used  as 
admissible operations: r(/) = с( /) – 1 [6]. 
Thus,  for calculation of r( /)  it  is  sufficient 
to  obtain  the  complexity  decomposition  of   
with  respect  to   (running  time  O(||)).  The 
role  of  complexity  decompositions  in 
calculation  of  inversion  distances  is  more 
modest:  they  make  it  possible  to  reduce  the 
dimensionality  of  the  problem  and  to  move 
away  from  the  original  permutations  to 
“signed” ones. 

3. Complexity distance in applications 

The approach to comparison of texts described 
above,  that  is  based  on  construction  of 
complexity  decompositions,  was  tested  in 
solution  of  problems  of  data  analysis  in 
various  language  systems.  In  particular,  we 
mention  the  following  problems:  finding 
unintentional  adoptions  in  song  melodies  [7]; 
construction  of  phylogenetic  trees  from 
sequences  of  discs  characterizing  polytene 
chromosomes  of  mosquitos  Chironomus  [6]; 
translation  of  chants  written  in  neume  form 
into  modern    note  form  (reconstruction  of 
neumes’  equivalents  for  the  basic  structural 

units  of  neume  chants  for    V.M.  Metallov’s 
collection) [8]. 

Conclusion 

We consider methods for calculation of similarity 
of  symbolic  sequences  based  on  estimating  the 
complexity of transformation of one of them into 
another using a fixed set of admissible operations. 
The main attention is devoted to generalization of 
the  Lempel-Ziv  concept  of  complexity  of  a 
sequence to the case of two (or more) texts and to 
the choice of admissible operations. The measure 
implemented  adequately  reacts  to  all  possible 
manifestations  of  repetitivity  in  texts  and  is 
oriented  towards  comparison  of  long  texts.  The 
examples  of  its  application  in  various  language-
like systems is given. 
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One  approach  to  data  analysis  in  recognition  problems  on  precedents  is  investigated. 
The  search  task  for  logical  regularities  of  the  classes  is  considered.  The  concept  of 
elementary  predicate  is  introduced.  This  predicate  determines  the  belonging  of  the 
object to any half-space in the space of features. The logical regularities, which are the 
disjunctive  forms  from  elementary  predicates,  are  examined.  The  search  methods  for 
these  logical  regularities  are  proposed.  These  methods  are  based  on  the  constructing 
convex hulls of subsets of the training sample.  

 

Introduction 

One  approach  to  data  analysis  in  recognition 
problems  is  presented.  The  standard 
recognition tasks on precedents are examined. 
For these tasks the search methods for logical 
regularities are proposed.  
The  concept  of  logical  regularity  was 
introduced  in  [1].  In  this work  the predicates 
of  the  special  form  were  determined.  These 
predicates  determine  system  of 
neighborhoods  of  training  objects  and  have 
the  form  of  parallelepipeds  in  the  feature 
space.  We  call  these  predicates  the  logical 
regularities  of  the  first  type.  In  works  [2,  3] 
the  methods  of  constructing  these  logical 
regularities were developed. Here we examine 
logical regularities of other types.  

Formulation of the problem 

We consider the following recognition task.  
Suppose  that  a  set  {S1,  S2,…,  Sm}  of  object 
descriptions is given. This set is divided into l 
nonintersecting classes K1, K2,…, Kl . The set 
{S1, S2,…, Sm} is called a training sample, and 
its  elements  are  called  precedents  or 
templates.  We  assume  that  the  objects  are 
defined                by  the  collections  of  the 
numerical features:  
x1, x2,…, xn .  
Denote by R the set of real numbers. We will 
denote  the  object  that  we  will  recognize,  by 

( )S S x or by  1( ,..., )nx xx , where  ix R .  

For  any  object  it  is  necessary  to  define  to 
what class it belongs.  
Questions of data analysis are investigated for 

this  task.  For  an  arbitrary  class
K   we  will 

build logical regularities. 
Definition 1. A logical regularity for the class

K  is a predicate  ( )P x such that  ( ) 1P x  for 

many templates of this class and  ( ) 0P x  for 

all templates which do not belong to the class

K .  

Thus  each predicate  describes  a part  (subset) 
of  the objects of  the class, and  the  totality of 
all  such  predicates  describes  the  entire  class

K . 

Definition 2. The predicate  ( )iP x  is called an 

elementary predicate  if  it  has  the  following 
form: 

1

( ) ( 0)
n

i ij j i
j

P a x b


 - x .  (1) 

We will write it also in the form: 
( ) (( , ) 0)i i iP b - x a x .  (2) 

Here  ( , )ia x is  scalar  product  of  the  vectors 

, n
i a x R , and .ib R  

Definition 3. The predicate is called a logical 
regularity of the second type  if  it  has  the 
following common form: 

1 1( ) ( ),p q j
j i iP P x xV &   (3) 

where  ( )j
iP x are some elementary predicates.  

We  assume  that  the  objects  of  each  class 
belong  to  some  connected  closed  domain  in 

the space  nR . Let us exclude the cases, where 
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different classes are very mixed, for example, 
rational and irrational numbers. 
So  we  will  assume  that  each  class  can  be 
separated  by  a  certain  boundary  from  the 
objects  of  other  classes.  Our  purpose  is  the 
constructing  the  predicate  of  form  (3)  that 
realizes this separation.  
The  proposed  search  method  for  logical 
regularities  is  based  on  the  constructing  the 
convex hulls of subsets of the training sample.  
Let us introduce a number of designations.  
Let  ( )iS K   be  the  subset  of  the  training 

sample that consists of the objects of class iK .  

By  ( )V K  denote the convex hull of arbitrary 

final set K . 
By  ( )iV K   we  denote  the  convex  hull  of  the 

precedents of class Ki. So we have  
( ) ( ( ))i iV K V S K . 

Special cases of the recognition task 

Let  us  consider  the  recognition  task  for  two 
classes  1 2,K K .  In  the  optimal  case,  the 

convex hulls of the precedents of these classes 
do not intersect: 

1 2( ) ( )V K V K   . 

It  is  known,  that  if  the  sets  M and  N are 
convex  polyhedrons  with  the  empty 
intersection,  then  they  are  divided  by  affine 
function.  Consequently,  the  sets  1( )V K   and 

2( )V K   can  be  divided  by  the  hyperplane  of 

following form: 

1

( ) 0
n

j j
j

l a x b


 - x . 

On  this hyperplane  it  is  easy  to construct  the 
elementary predicates for both classes.  
In  more  complicated  cases,  the  intersection 
mentioned  above  is  not  empty.  Then  the 
situation is possible, where 

1 2( ) ( )V K S K     and  2 1( ) ( )V K S K   . 

In this case, the class  1K  can be described by 

the  convex  hull  of  its  precedents,  or  by  the 
predicate of form: 

1
1( ) & (( , ) 0)q

i i iP b - x a x . 

The condition of the belonging some object to 
the class  2K  can be defined as the negation of 

its  belonging  to  the  class 1K .  Namely,  this 

condition may be written as follows: 

2
1( ) ( ( , ) 0)q

i i iP b e  -   x a x  

with some 0e  .  
Let us examine the more general case: 

1 2( ) ( )V K S K    and  2 1( ) ( )V K S K   . 

Let us construct the set  

2 1 2( ( ) ( ))W V V K S K  . 

This set is the convex hull of those precedents 
of the class  2K , which got into the set  1( )V K . 

If  2 1( )W S K  ,  then the condition  1Kx  

is equivalent to the condition  

1 2( ( )) & ( )V K W x x . 

The  last  condition  is  described  by  the 
predicate of following form: 

( ) &(( , ) 0) &( (( , ) 0))i i j j
ji

P b d -   - x a x c x

This  predicate  is  obviously  reduced  to  form 
(3). 
In  the  case,  when  the  number  of  classes  is 
more than two ( 2)l  , the good situations may 

be also possible. Thus, the relations analogous 
described above may be fulfilled for all pairs 
of  classes.  Then  for  given  class  Ki,  we  can 
construct  1l -   predicates 

( ), {1,..., ), ,jP j l j i x     such  that    ( )jP x  

divides  the  class  Ki  from  the  class  Kj.  The 
conjunction  of  these  predicates  is  considered 
as the logical regularity for the class Ki.   
In  the  more  complicated  cases,  “strange” 
objects can be not compact allocated in the set 

( )iV K .  In  these  cases,  the  boundaries 

between  the  precedents  for  the  different 
classes  can  be  too  twisting.  Then  the  above 
indicated  methods  are  not  appropriate.  It  is 
necessary to use more precision methods.  

Description of the general method  

for the plane 

Suppose that  2n  . On the plane the training 
sample  S1,  S2,…,  Sm  of  objects  from  the 
classes  K1,  K2,…,  Kl    is  given.  For  the 

arbitrary  class 
K   we  will  construct  the 

logical  regularities  separating  objects  of  this 
class from all other objects. By  CK  denote a 

set  of  all  objects  that  do  not  enter  into  the 

class
K .  Let   1( ) ,..., rS K S S  be the set of 

the  precedents  for  the  class  K ,  where 

( , )i i iS x y .  
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First let us construct the convex hull of the set 
( )S K . We apply for this purpose one of the 

known  methods:  T. Chan,  R. Graham, 
D. Kirkpatrik's  algorithms,  etc.  (see  for 
example [4]).  
The  obtained  convex  hull  ( )V K   is 

determined  by  its  extreme  points  (apexes  of 
boundary broken line). Let us denote them by 

0 1, ,..., tv v v .  

After  the  constructing  the  set  ( )V K it  is 

necessary to verify, whether “strange” objects 
(i.e.  objects  from  the  set  CK )  got  to  it.  If 

( )V K CK    ,  then  we  begin  the 

construction  of  logical  regularity  in  the 
common  form.  For  this  purpose,  we  find  at 

first the center of masses  ( , )x yp for the set 

of precedents of the class 
K . We have   

1 1

1 1
, .

r r

i i
i i

x x y y
r r 

    

Let  us  select  from  the  set  ( )S K   the  point 

( , )q qx yq   nearest  to  the  point  p . 

Afterwards,  we  connect  the  point  q   with  all 

apexes  of  the  boundary  of  the  constructed 
convex  hull.  Then  the  set  ( )V K   will  be 

represented  in  the  form  of  association  of 
triangles  with  the  apexes  1, ,i iq v v .  We  will 

investigate  these  triangles  in  turn,  beginning 
with  0 1qv v  and finishing by  0tqv v .  

Let  us  examine  1i iqv v .  First  we  verify, 

whether  “strange”  objects  got  to  it.  For  this 
purpose it is sufficient to check the templates 
from  the  set  CK   with  the  coordinates 

satisfying the following relations: 

1 1min( , , ) max( , , )q i i q i ix x x x x x x   , 

1 1min( , , ) max( , , )q i i q i iy y y y y y y   , 

where  1 1 1( , ), ( , )i i i i i ix y x y   v v .  

If “strange” points got into  1i iqv v , then it is 

necessary  to  exclude  them  from  our  set. 

Denote them by  1,...,i i
sw w . We will construct 

the  set  1({ ,..., })i i
i sV V w w ,  which  is  the 

convex hull  of objects  from  the  set  CK   got 

into  1i iqv v .  After  investigating  all 

triangles, we obtain  the  collection of  the sets 

0 1, ..., , 1kV V V k t  . Suppose that  

0
( ) ( )

k

j
j

S K V


   . 

Then  the  belonging  condition  of  object  x   to 

the class 
K  can be written down as follows:  

0
( ( )) & ( )

k

j
j

V K V


 x x  . 

Here  the  condition  0
k
j jVx      is  equivalent 

to  the  condition  0& ( )k
j jV x .  Let  the  set 

( )V K  be described by a predicate:  

1& (( , ) 0)q
i i ib - a x . 

The condition  jVx  can be described by the 

predicate of the following form: 

1(( , ) 0)ju j j
t t td - c x . 

Then  the  logical  regularity  for  the  class 
K  

will take the form: 

1 0 1& (( , ) 0) & (( , ) 0)juq k j j
i i i j t t tb d  -   - a x c x . 

It is obviously reduced to the form (3).  
The  obtained  logical  regularity  describes 

precisely the class 
K   in that case, when the 

sets  0 1, ..., kV V V  do not contain  the precedents 

of  this  class.  Otherwise,  we  consider  this 
logical  regularity  as  the  approximate 
description  of  the  class.  In  any  case,  the 
condition  of  this  predicate  is  sufficient  (but 
not  always  necessary)  for  the  belonging  to 
this class.  
The  proposed  approach  is  based  on  the 
representing  the  class  in  the  form  of 
difference  of  a  convex  set  and  a  polyhedral 
set.  By  a  polyhedral  set  we  call  the 
association  of  finite  number  of  convex  sets. 
(About the task of polyhedral separability, see 
for example [5].)  
Some  methods  of  simplification  of  obtained 
logical regularities are also developed.  
Estimations  of  the  complexity  of  represented 
methods are received. 
Thus,  the  complexity  of  constructing  logical 
regularity  of  the  form  (3)  is  estimated  as 

( log )O m m mt  .  Here  m  is  the  number  of 

precedents  in  the  training sample and  t  is  the 
number of  extreme points  in  the  convex hull 
of the precedents of the class.  
The  proposed  method  consists  of  several 
stages: 

- constructing  the  convex  hull  of  the 
precedents of given class; 
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- finding the center of masses for the set 
of precedents of this class; 

- partitioning  the  constructed  convex 
hull into triangles; 

- constructing  the  convex  hull  of 
“strange” objects in each triangle; 

- definition of logical regularity in form 
(3) for the class. 

 We  will  denote  the  described  algorithm  by 
A2 .  

The case n>2 

Further,  propose  the  approach,  which  allows 
to use the algorithm A2  for n>2.  
All  possible  pairs  of  features  ),( ji xx ,  i j , 

are  examined.  For  each  pair,  the  projections 
of the objects from the training sample on the 
plane  of  axes  i, j  are  investigated.  For  the 

class 
K  and the pair  ),( ji xx , we attempt to 

separate  the  projections  of  the  precedents  of 

class 
K  from the projections of the set  CK . 

We introduce the following notations.  
Let  ( , , )K i j  be the set of projections of the 

precedents  for  the  class 
K   on  the  plane  of 

axes i, j.  
Let  ( , , )CK i j  be similar set for CK . 

Let us construct the predicate of the form (3) 
for  the  set  ( , , )K i j   with  the  help  of 

algorithm A2. But here, unlike the case  2n  , 
the  domains  can  be,  where  the  sets 

( , , )K i j  and  ( , , )CK i j  are mixed. Then 

the  obtained  predicate  together  with  the 
objects  from  the  set  CK   separates  many 

elements of the class
K . For the pair ),( ji xx , 

denote  by  ij   the  number  of  isolated 

precedents from the class
K .  

We  select  the  pair  such  that  the  value  ij   is 

minimal.  For  the  precedents  that  do  not 
satisfy the obtained predicate, it is possible to 
add a third feature or to consider other pairs.  
Finely,  we  select  the  association  of  pairs  or 
triples  of  the  features  such  that  the 
corresponding  predicates  leave  the  minimum 
of the unrecognized precedents.  
The  disjunction  of  these  predicates  is 
considered  as  the  logical  regularity  for  this 
class.  
 

Conclusion 

In this article one approach to data analysis in 
recognition  tasks  on  precedents  is  presented.  
The search methods for logical regularities of 
the  special  form  are  developed.  These 
methods are based on the constructing convex 
hulls of subsets of the training sample. A row 
of  special  cases  of  the  recognition  task  is 
considered.  The  general  algorithm  A2  for  a 
plane  ( 2n  )  is  described.  Estimation  of  the 
complexity of represented method is received. 
The  approach,  which  allows  to  use  the 
algorithm  A2 for  n>2,  is  proposed.  The 
represented  methods  can  be  revised  and 
refined.  

References 

1. Ryazanov  V.V.,  Senko  O.V.,  and  Zhuravlev  Yu.I. 
Methods  of  recognition  and  prediction  based  on 
voting procedures // Pattern Recognition and Image 
Analysis. – 1999. –   Vol. 9, No. 4. – P. 713-718.  

2. Ryazanov  V.V.  Logical  regularities  in  pattern 
recognition (parametric approach) // Computational 
Mathematics  and  Mathematical Physics.  – 2007.  – 
Vol. 47, No. 10. – P. 1720-1735.   

3. Kovshov  N.V.,  Moiseev  V.L.,  Ryasanov  V.V. 
Algorithms for finding logical regularities in pattern 
recognition  //  Computational  Mathematics  and 
Mathematical Physics. – 2008. – Vol. 48, No. 2. – 
P. 314-328.   

4. Polovinkin  E.S.,  Balashov  M.V.  Elements  of 
convex  and  strongly  convex  analysis.  –  Moscow: 
Fizmatlit, 2004. (In Russian)  

5. Eremin  I.I.  Linear  optimization  and  systems  of 
linear  inequalities.  –  M.:  Publishing  center 
“Academy”, 2007. (In Russian)  

 



102 

1 The work was supported by RFBR grants 11-07-00591 and 13-07-00327. 

FOURIER-MELLIN TRANSFORM ON A COMPLEX DISCRETE TORUS1 

V. Mnukhin2 

Mnukhin V. Fourier-Mellin transform on a complex discrete torus 
2 Southern Federal University, 44 Nekrasovskiy Lane, 347928 Taganrog, Russia, 

mnukhin.valeriy@mail.ru 

An  algebraic  method  for  digital  images  analysis  and  processing  is  considered.  It  is 
based  on  the  presentation  of  digital  images  of  size  p p ,  where  3mod4p    is  a 

prime, as functions on a complex discrete torus. For such images complex rotations are 
introduced and a new invertible linear transform, called the modular Mellin transform, 
is  presented.  The  discrete  modular  Fourier-Mellin  transform,  invariant  under  circular 
shifts, scaling and complex rotations, is also defined. 

 

Introduction 

When  developing  algorithms  for  image 
analysis, it is quite common to proceed on the 
assumption  of  the  continuity  of  images.  Then 
powerful tools of continual mathematics, such 
as  complex  analysis  and  integral  transforms, 
can  be  efficiently  used.  At  the  same  time, 
formal  application  of  gained  results  to  digital 
images  could  be  complicated  by  systematic 
sampling  errors.  As  an  example,  we  refer  to 
the  well-known  Fourier-Mellin  transform 
[1,2],  used  extensively  for  image  registration 
[3,  p. 674].  It  is  based  on  a  log-polar 
representation  of  the  2D-Fourier  spectrum  of 
an  image,  so  that  rotations  and  scaling  of 
continuous  images  yield  shifts  of  the 
transformed  spectrum,  therefore  producing 
invariants  under  affine  transformations. 
Unfortunately,  it  was  pointed  out  [1]  that 
formal  adaptation  of  continuous  log-polar 
coordinates to digital images brings up crucial 
diffculties and results  in substantial errors. So 
new transforms, originally designed for digital 
images, could be useful.  

In this paper we present a new invertible linear 
discrete modular Mellin transform based on an 
algebraic  interpretation  of  log-polar 
coordinates  in  the  complex  plane.  It  is 
applicable  to  digital  images  of  sizes  p p , 

where  p  is a prime such that  3mod4p   (so 

are,  for example, 71, 127, 251, 257 and 509). 
Such  images  are  considered  as  functions  on 
“finite  complex  fields”  or  complex discrete 
tori. Then complex rotations  as  continuous 

rotations  through  rational  tangent  angles, 
combined  with  appropriate  scaling,  are 
introduced. Note that complex rotations do not 
preserve  distances,  angles  and  areas,  so  that 
distortions of  images may occur. At  the same 
time  transformed  images  keep  all  the 
information  about  originals  and  are  just 
permutations  of  their  pixels.  Moreover, 
complex  rotations  preserve  orthogonality  and 
can  be  used,  for  instance,  for  symmetry 
analysis  of  digital  images  [4,5].  Finally,  we 
define  a  modular Fourier-Mellin  transform, 
which is invariant under circular shifts, scaling 
and complex rotations. 

A complex discrete torus 

Let  /
n

n     be  a  ring  of  integers 

modulo  2n  . The direct products 
m n

   

are  called  discrete tori.  For  a  prime  p ,  the 

torus  2
p p p

      is  a  2-dimensional 

vector  space  over  a  finite  field  with  p  

elements.  Moreover,  if  p   is  prime  such  that 

3mod4p  , the torus  2
p
  may be considered 

as  a  “finite  complex  field”.  Indeed,  following 
the  standard  construction  [6,  p. 515]  for  the 
complex field  , consider the factor ring  

2[ ] / ( 1)
p p

x x   . 

It  is  well-known  [7,  p. 176],  that  1   is  a 
quadratic nonresidue of  3mod4p  . Hence, 
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the polynomial  2 1x   is irreducible over  p
  

and so  

{ : , }
p p

a ib a b     

is  a  field  with  2p   elements  [6,  p. 293].  (Note 

that  i  stands for the congruence class  x .) The 
evident bijection  ( , )a b a ib    transfers the 

field structure to  2
p p
   .  

By analogy with Gaussian integers [6, p. 229], 

we  call  elements  of  the  field  p
   by  discrete 

complex numbers  and  use  for  them  the 
standard  terminology  of  complex  analysis.  In 

particular,  the  norm  of  p
z a ib      is 

2 2( )
p

N z a b     (Note that the modulus 

( )z N z  is undefined in  p
 .)  

Definition 1. When  p  is a prime number such 

that  3mod4p  ,  the  torus  2
p p
     is 

called the complex discrete torus.  

Complex Rotations of Digital Images  

A  digital image  of  size  m n   may  be 

considered  as  a  function  :
m n

f      

on  a  discrete  torus.  There  are  several  natural 
transforms  of  such  images.  For  example,  a 

circular shift 
( , )a b
T  is defined by  

( , )
[ ( , )] ( , )

a b
T f x y f x a y b   . 

Further, in a torus  2
p
 , where  p  is a prime, an 

invertible  transformation 
k
S   of  scaling  is 

defined by  

[ ( , )] ( , )
k
S f x y f kx ky ,  where   p

k   . 

At  the  same  time  rotations  of  digital  images 
are undefined in general. Note that continuous 
rotations  in  the  complex  plane     can  be 

defined  by   [ ( )] iR f z f e z  .  So  we 

consider  the  following  transform  of  functions 
f  on a complex discrete torus: 

[ ( )] ( )
w
R f z f wz ,   where   0 p

w   . 

 Fig. 1. A complex rotation in 
71
 . 

 

Fig. 1  shows  [ ]
w
R f   of  a  71 71 -image  f , 

when 
71

1 2w i    . The resulting  image 

may be considered as a continuous rotation of 
f   through  the  angle  arctg(2)    combined 

with the scaling at  5 .  

Definition 2.  The  transformation  [ ]
w
R f   of  a 

digital  image  f   on  a  complex  discrete  torus 

p
  is called the complex rotation by p

w   .  

The  complex  rotations  do  not  preserve 
distances, angles and areas, so that distortions 
of  images  may  occur,  as  Fig. 2  shows.  (Note 
that the Lenna image from the Brodatz database 
has  been  reduced  to  251 251   size.)  Never-
theless,  transformed  images  keep  all  the 
information  about  originals  and  are  just 
permutations  of  their  pixels.  Moreover, 
complex  rotations  preserve  orthogonality  and 
so  may  be  used,  in  particular,  for  symmetry 
analysis of digital images [2,4,5]. 
 

 

 
Fig. 2. Complex rotations in 

251
 . 
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Logarithms and Polar Domains 

The purpose of this section is to introduce log-
polar  coordinates  on  a  complex  digital  torus. 

So  let  * \ {0}
p p

    be  the  multiplicative 

group of a finite field  p
 . Then  *

p
   is cyclic 

of  order  2 1p  ,  generated  by  any  primitive 

element  g   [6,  p. 314].  For  instance,  one  can 

choose  2 7g i    for  71p  ,  and 

1 5g i  , when  251p  .  

Note  [6]  that  the  multiplicative  group  *   of 
the complex field can be decomposed as 

* U(1)    , 

where   2 *:r r     is the multiplica-

tive  group  of  positive  real  numbers,  and 

 U(1) : ( ) 1z N z     is  the  one-

dimensional unitary group. Geometrically, this 
decomposition  is  just  the  polar  coordinate 
system  in  the  complex  plane.  It  occurs  that  a 
similar  decomposition  holds  for  a  complex 
discrete torus also. 

Proposition 1. Let p
  be a complex discrete 

torus. Then its multiplicative group p
g    

can be decomposed as 

*
p m n

    , 

where  ( 1) / 2m p  ,  2( 1)n p  . 

Moreover,  

 2 : 0n
m p

g a a       , 

 * : ( ) 1m
n p

g z N z        .  

The discrete torus 
m n

   is called the polar 

domain for p
 .  If  ( , )

m n
l      

corresponds  to  *
p

z   ,  then  l   behaves  like 

the “logarithm of modulus” and    — like the 
“argument” of the discrete complex number  z .  

The  observation  above  can  be  used  to  define 

complex logarithms in  *
p
 . First, define  

*Exp :
g m n p

     

by  Exp ( , ) nl m
g
l g   . Note  that  Expg   is  an 

isomorphism between the additive group of the 

ring 
m n

   and  the  multiplicative  group 

*
p
 . Then the inverse mapping  

1 *Exp Ln :
g g p m n
       

is  called  the  modular logarithm  to  base  g .  It 

follows immediately from the definition that  

1 2 1 2
Ln ( ) Ln ( ) Ln ( )

g g g
z z z z  . 

Modular  logarithms  share  a  lot  of  common 
features  with  principal  values  of  ordinary 
complex logarithms. Here we only mention the 
change of base property: 

Proposition 2. Let g  and h  be different 

primitive elemens for *
p
 . Then for any 

*
p

z    holds 

Ln ( ) Ln ( ) Ln ( )
g h p g
h z z   , 

where   stands for the multiplication in the 

ring 
m n

  , and 1(4, )
p m n

m       

is a constant, that depends on p  only. (For 

example, 
71

(9,107)   and 
251

(94,125)  .) 

We associate with a digital image  f  in  p
  the 

image     in  the polar domain 
m n

    such 

that  

 Ln ( ) ( )
g
z f z  . 

Definition 3.  The  image 
m n

      is 

called  the polar image  for  f ,  and  P [ ]
g
f   

is called the polar transform to base g .  

The  following  proposition  shows  that  P
g  

behaves  just  like  the  regular  continuous  log-
polar transform.  

 

Proposition 3.  Complex rotations in p
  

correspond to circular shifts in the polar 

domain: if P ( ) ( , )
g
f z l     , then  

0 0
P ( ) ( , )
g
f wz l l        , 

where *
p

w    and 0 0
( , ) Ln ( )

g
l w  . 
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 Fig. 3. The polar transform of the image in Fig. 1  
 

Example 1.  Let 
71

f     be  as  shown  in  the 

left  side  of  Fig. 1.  Its  polar  image  P [ ]
g
f   has 

size  35 144  and for  2 7g i   is shown in 

Fig. 3. It is easy to check that 

35 144
Ln (1 2 ) (14,22)

g
i     , 

and so the polar image of the complex rotation 
of  f   by  1 2w i    can  be  obtained  by  the 

circular shift of P [ ]
g
f  by 22 pixels right and 14 

pixels down.  

Finally,  note  that  the  polar  transform  is 
“invertible  up  to  a  single  pixel”  (0,0). 
Appending  formally  this  extra  pixel  to  the 

polar  domain,  we  may  say  that  1
g
P   exists  in 

the “extended” polar domain. 

The Modular Mellin Transform 

Evidently, the discrete Fourier transform [8] is 

defined on a discrete torus 
m n

  : 

2

( , )

F[ ] ( , ) ( , )e
m n

ux vy
i
m n

x y

f F u v f x y


      

 

  
 

, 

where  i    stands for  the regular  imaginary 
unit,  and  x ,y ,u ,v   are  representatives  of  the 

corresponding residue classes.   

Definition 4. Let  f   be  a  digital  image  on  a 

complex digital  torus  p
 . Its modular Mellin 

transform base  g   is  the  discrete  Fourier 

transform of the polar image of  f :  

M [ ] ( , ) F P [ ]
g g g
f M u v f     . 

It  is  easy  to  note  that  M [ ]
g
f   is  linear  and 

invertible  in  the  extended  polar  domain.  The 
next result follows from Proposition 2 and the 
Shif Theorem [8]:  

Corollary 1.  The spectrum of the modular 
Mellin transform of a digital image is 
invariant under complex rotations of the 
image: 

M [ ( )] M [ ( )]
g g
f wz f z . 

In  a  similar  way,  such  transformations  as 
-1P FP ,  1FPF ,  and  -1 -1P FPF   could  be 

introduced. In particular, the transformation  

1H [ ] M F [ ]g gf f     

is  invariant  under  circular  shifts,  scaling  and 
complex  rotations,  and  so  may  be  considered 
as  a  discrete  analog  of  the  Fourier-Mellin 
transform. 

Conclusion 

A method for digital image analysis, based on 
a presentation of digital images of size  p p , 

where  3mod4p    is  a  prime,  as  functions 

on  a  complex  discrete  torus,  has  been 
considered.  A  new  invertible  linear  transform 
of  such  images,  called  the  modular  Mellin 
transform,  has  been  presented  and  its 
properties  have  been  studied.  The  modular 
Fourier-Mellin  transform  has  also  been 
introduced.  
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This  abstract  presents  the  research  of  synchronization  processes  in  oscillatory  neural 
networks with different structures, estimates of the local and global synchronization of 
oscillators.  Considered  models  of  oscillator  are  based  on  the  Kuramoto  equation. 
Practical ways to use oscillatory networks for solving the problems of clustering of N-
dimensional data and also presented ways to use mentioned networks for a special case 
of clustering analysis – coloring problem. 

 

Introduction 

Neural  Networks  widely  used  in  different 
areas  for  solving  various  problems  such  as 
clustering,  pattern  segmentation  and 
recognition  [9].  Moreover  neural  networks 
ensure  parallel  process  of  computing  through 
the  implementation  of  mathematical 
algorithms in its own structure. 
Supposedly synchronization among neurons in 
the  brain  is  used  to  implement  the  cognitive 
functions,  for  example,  vision,  motion, 
memory [3, 6, 9]. Thereby research problem of 
synchronization in oscillatory neural networks 
is  relevant  since  it  also  provides  biological 
methods  of  solutions  that  are  used  by  nature. 
Although  simulation  of oscillatory  network  is 
expensive  computationally,  their 
implementation using specific hardware is able 
to  ensure  faster  solution  and  maximum 
performance  than  traditional  mathematic 
methods. 
One  of  the  successful  models  of 
synchronization  was  proposed  by  Kuramoto. 
The  model  attracted  attention  of  many 
researches  due  to  flexibility  and  simplicity  of 
model. The present  increase of  interest  in  this 
model  is related to  the growing  interest  in  the 
processes  of  synchronization  in  oscillatory 
neural networks. 

Synchronization models 

Kuramoto  model  of  synchronization  makes  it 
possible  to  simulate  the  processes  of 
synchronization  between  oscillators  that  may 
have  different  internal  parameters  and 
communication  structures  [1,  2].  Dynamic  of 
the  model  described  by  following  equation 
[10]: 
 

 
 

1

sin
N

i i j i
j

K

N 

      -  .

 

(1) 

Phase  of  oscillatory  θi  is  basic  state  variable 
and  is  disposed  in  the  range  from  0  to  2π. 
Frequency  ωi  can  be  regarded  as  offset  that 
occur  during  synchronization  in  presented 
model.  Coupling  strength  K  between 
oscillators  is  one  of  the  most  important 
parameter  influences  process  of 
synchronization.  N  is  total  number  of 
oscillators in the network. 
States  of  global  synchronization,  de-
synchronization and partial synchronization in 
the  network  can  be  ensured  by  coupling 
strength  K.  The  high  value  of  coupling 
strength  provides  a  high  rate  of  global 
synchronization.  Choice  of  weak  coupling 
strength  K  that  less  than  critical  coupling 
strength  Kc  will  be  cause  of  de-
synchronization.  Before  explanation  the  way 
to  ensure  partial  synchronization  we  should 
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consider  the  estimate  of  synchronization  and 
role of critical value of coupling strength. 
The  degree  of  synchronization  between 
oscillators can be evaluated by estimate r  that 
helps to define state of synchronization [10]: 

 

  1 1

1 1
,j

N N
i

ji
j j

r e
N e N




 

     


  .

 

(2)

 
The  state  of  global  synchronization  occurs 
when r → 1, global de-synchronization occurs 
when r → 0. Partial synchronization occurs in 
case: 

 

 
1 cK

r
K

 - .
 

(3) 

The degree of partial synchronization depends 
on value of critical coupling strength Kc that is 
depends  on  the  width  of  the  frequency 
distribution of oscillator: Kc = 2γ. 
An  important  feature  of  the  Kuramoto  model 
is  possibility  to  provide  synchronization 
processes  in  networks  with  different 
communication  structures.  We  performed 
experimental  study  using  numerical 
simulations and found that states of global and 
partial  synchronization  can  be  successfully 
sets  in  the  oscillatory  networks  with 
communication structures  such as grids,  stars, 
bidirectional  list  and  unidirectional  circular 
list. 
Also  research  confirms  that  oscillatory  neural 
networks  that  are  based  on  Kuramoto  model 
are  robust  [7,  12].  We  have  used  model  with 
noise,  biases  and  random  coupling  strength 
between oscillators: 

 

 
 

1

sin
N

ij

i i j i ij
j

K
A

N

        -   .(4)

 
The  oscillators  have  a  tendency  to  be 
synchronized  despite  the  disorder  parameters 
seek  to  disrupt  the  synchronization.  The 
similar  results  were  obtained  in  several  other 
publications [7]. 

Cluster analysis of N-dimensional data 

Synchronization  states  in  oscillatory  neural 
networks  can  be  used  for  solving  various 
problems  [4,  6,  12].  The  main  subject  of  this 
article  is  applying oscillatory neural  networks 
based on Kuramoto model for cluster analysis. 

The  clustering  problem  is  the  problem  of 
portioning  a  given  sample  of  objects  into 
disjoint  subsets  called  clusters.  Each  cluster 
should  consist  of  maximally  similar 
parameters  of  objects.  In  other  words,  the 
solution of the clustering problem that uses the 
principles  of  neural  network  is  to  provide 
states  of  partial  synchronization.  Thus  each 
ensemble  synchronous oscillators  corresponds 
to one cluster of data. 
Consider  the  clustering  problem  of  N-
dimensional  data  using  an  oscillatory  neural 
network based on a modified model Kuramoto 
[11]: 

 

 

 sin
i

i
j i

j Ni

K

t N 


   - 


 .

 

(5) 

The principal difference modified model from 
basic Kuramoto model (1) is lack of oscillator 
frequency  and  using  amount  of  neighboring 
oscillators  instead  of  the  total  number  of 
oscillators.  The  lack  of  frequency  contributes 
to accuracy. The set of oscillator neighbors Ni 
is defined by special  radius ϵ. Radius ϵ  is  the 
key  parameter  of  clustering  that  specified  by 
user  and  should  be  chosen  in  line  with  input 
data. 

 

 
Fig. 1. Illustration of how connections are established 

for oscillator in line with radius ϵ. 

The  structure  of  the  oscillatory  network  for 
solving clustering problem  is defined by a set 
of  input  data.  Each  oscillator  is  placed  in 
accordance to one object from the set of input 
data and  coordinates of  the object  correspond 
to  the  coordinates  of  the  oscillator. 
Connections  are  established  between 
neighboring  oscillators  if  distance  between 
them  is  less  than  radius  ϵ.  Illustration  of  the 
formation of the network structure is shown in 
figure 1. 
We propose to evaluate the end of the process 
clustering by degree of partial synchronization 
rc that is described as follows: 
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  1

1
j i

i

N

c
i j Ni

r e
N
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   .  (6) 

Ending process synchronization (clustering) is 
indicated when rc → 1. 
We  have  investigated  possibilities  of  the 
network  to  solve  problem  of  clustering  using 
the  widespread  data  set  FCPS  [13]. 
Experiments  have  shown  that  clusters 
successfully  allocated  for  all  samples,  except 
data with title “EngyTime” where two clusters 
have  equal  density  and  intersect  in  the  two 
dimensional  space.  Example  of  clustering  is 
presented  in  figure  2.  The  reason  for  the 
failure  is  because  the  clusters  are  formed  by 
local oscillator networks that are based on the 
input data. In this case we have one oscillatory 
neural network with strongly coupling and as a 
result one allocated cluster. 

 
Fig. 2. Dynamics of oscillators (left) and clusters that 

have been allocated rc = 0.99 (right). 

An  important  issue  is  the  choice  of  the  right 
radius  for  successful  clustering.  In  the 
publication  [5]  was  offered  a  new  approach 
avoids using the radius. The main idea of this 
approach  can  be  divided  by  three  general 
steps. In the first step, average distance should 
be  calculated  for  connecting  at  least  three 
oscillators  using  for  example  k-means 
algorithm.  Second  step,  average  distance 
should  be  increased  for  connecting  four 
oscillators  when  process  of  local 
synchronization is finished rc→1. Second step 
should  be  repeated  until  global 
synchronization  will  not  be  reached  r→1.  In 
the third step, dendrogram of the dynamics of 
the phases of oscillators should be analyzed to 
identify  true clusters. Of course  this  approach 
requires  more  execution  time  than  approach 
with  radius,  but  advantage  is  lack  of  the 
mentioned radius. 

Graph coloring problem 

Synchronization processes in oscillatory neural 
networks based on Kuramoto models also can 

be  applied  for  graph  coloring  problems.  In 
graph  theory,  graph  coloring  is  a  special  case 
of graph labeling. But this problem can be also 
viewed  as  a  special  case  of  clustering. 
Consider  following  case  of  graph  coloring: 
vertices  should  be  colored  by  minimum 
possible number of colors and besides adjacent 
vertices  that  have  a  connection  must  be 
colored by different colors. 
Modified  model  Kuramoto  for  solving 
described graph coloring problem [14]:  
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(8) 

The  principal  difference  in  presented  model 
(7)  is  negative  connections  between  the 
oscillators  that  can  be  named  as  inhibitory 
connections. Scaling value KMAX  is defined as 
maximum  degree  of  the  inverse  graph  that  is 
used for forming the network structure. 
The  number  of  oscillators  corresponds  to  the 
number of nodes in a graph where each node is 
matched  to  only  one  oscillator.  The  negative 
coupling is established between the oscillators 
whose  vertices  have  connection  in  the  graph. 
The  positive  coupling  is  established  between 
oscillators  whose  vertices  don’t  have 
connection  in  the  graph.  This  architecture 
allows  to  oscillators  be  de-synchronized 
between  themselves  if  their  vertices  have 
connection  and  be  synchronized  if  their 
vertices have no connection. The ensemble of 
synchronized  oscillators  corresponds  to  one 
color. 
Positive  Kp  and  negative Kn  coupling  are  key 
parameters  for  solving  graph  coloring 
problem.  Choice  of  these  parameters 
significantly influences quality of coloring. 
The  accuracy  of  the  model  (7)  can  be 
improved  by  removing  the  frequency  of 
oscillator ω. The result of graph coloring isn’t 
always  optimal  as  shown  in  figure  3  where 
minimum  number  of  colors  sufficient  for 
graph  coloring  must  be  equal  to  three. 
Deviation can be explained by fact that formed 
clusters  are  trying  to  pull  shared  vertices  and 
as  a  result  distinguishing  them  into  a  distinct 
cluster. Despite the shortcoming this algorithm 
allows to avoid polynomial complexity due to 
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the principles of parallelism  that are  inherited 
from  the  concept  of  oscillatory  neural 
networks. 

 

 
Fig. 3. Dynamics of oscillators without frequency ω = 0 

(left) and result of graph coloring rc = 0.99 (right) 

We extend architecture of oscillatory network 
for  solving  total  coloring  problem  where 
vertices  and  edges  must  be  colored.  Total 
coloring  assumes  that  adjacent  vertices, 
adjacent edges and edge and  its vertices must 
be  assigned  by  different  colors.  In  this  case 
number of oscillators equal to total number of 
vertices  and  edges.  One  oscillator  can 
correspond to vertices or to edge. The negative 
coupling is established between oscillators that 
correspond  to  adjacent  vertices  or  adjacent 
edges  or  edge  and  its  vertices.  The  model  of 
oscillator is remained the same (7). 
Experiments  have  shown  that  described 
approach successfully colored graph and edges 
but  also  inherits  the  same  shortcoming  from 
model of oscillator. 

Conclusions 

The  various  synchronization  models  of  phase 
oscillator  were  analyzed.  Oscillatory  neural 
networks based on Kuramoto model are robust 
and  able  to  ensure  various  states  of 
synchronization  that  depend on  parameters  or 
even  structures  of  networks.  Thus  these 
oscillatory  networks  can  be  successfully 
applied for solving practical problem. 
Investigated  possibilities  of  applying  models 
of  synchronization  for  clustering  analysis  and 
have  shown  general  advantages  and 
disadvantages  of  them.  Results  of  clustering 
depend on  the  structures  of  the  networks  that 
depend  on  the  input  data.  The  estimate  of 
clustering results has been proposed. 
Also  have  investigated  possibilities  of 
applying  model  with  negative  and  positive 
coupling  for  a  special  case  of  clustering  – 
graph  coloring  problem.  Have  proposed 

approach  of  forming  structure  of  oscillatory 
network  for  solving  problem  of  total  graph 
coloring. 
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A  binary  classification  method  based  on  a  cascade  of  Gaussian  mixture  models  is 
suggested. An iterative algorithm of splitting the mixture components is applied in order 
to reduce classification time. An efficiency of the method is evaluated on model data in 
terms of relation between classification  time and error rate. A ratio of  false  reject and 
false accept penalties as well as a ratio of sizes of two classes that provide an advantage 
of    the proposed cascade Gaussian mixture-based classifier as against single Gaussian 
mixture-based classifiers are discussed. 

 

Introduction 

The real-time classification problem occurs  in 
many  tasks  such  as  object  detection,  speech 
recognition,  brain-machine  interfaces  and  the 
others. An idea to solve complex classification 
problems on the basis of a sequence of simple 
decision  rules  was  used  in  a  concept  of 
decision  trees  [1,  2].  An  application  of 
degenerate  decision  trees  for  a  fast  binary 
classification  problem  was  proposed  by  P. 
Viola  and  M.  Jones  in  [3].  These  trees 
(cascades)  consist  of  classifiers  with 
progressively  increasing  complexity  so  the 
classification time can be strongly reduced by 
rejecting  most  of  objects  with  using  simple 
classifiers.  
The  layers  of  a  cascade  in  the  original  paper 
and  in  most  of  related  works  are  represented 
by  boosted  sets  of  one-dimensional  threshold 
rules.  For  this  purpose,  the  other  classifiers 
such as SVM can be used [4, 5]. In this paper, 
we propose a classifier based on a sequence of 
Gaussian  mixture  (GM)  models  with 
simplified  decision  rules.  In  order  to  reduce 
classification time, we use a greedy scheme of 
cascade training which results in a sequence of 
GMs  that  share  the  most  of  the  mixture 
components. For  this  purpose, we perform an 
iterative  component  splitting  using  a  partial 
EM algorithm [6, 7]. 

Statement of the problem 

Let us consider  the binary classification problem 
in which we need to distinguish “positive” objects 

belonging to a class  pos  and “negative” objects 

belonging  to  a  class  neg .  Let  us  assume  that 

these  two  classes  are  separated  in  feature  space 

and  the  objects  in    pos   are  distributed  in  a 

compact manner while the objects in  neg  do not 

satisfy  such  distribution.    In  this  case,  a 
classification  algorithm  can  be  defined  using  a 

statistical distribution model of  pos  added by a 

threshold rule. 
Classification  quality  can  be  estimated  by  the 
following criterion:  

  (1 )Q FRR FAR    -  ,

  (1) 

where FRR (false reject rate) is a relative number 

of objects taken from  pos  and assigned to  neg

, FAR (false accept  rate)  is a  relative number of 

objects  taken from  neg  and assigned to  pos , 

   is  a  task-dependent  parameter    that  yields  a 

relative  penalty  for  false  rejects  with  respect  to 
false accepts.  

Let  /neg posN N   be a ratio of numbers of 

the  objects  in  neg   and  pos ,  respectively, 

submitted  to  classification.  Then  the  mean 
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time  of  object  classification  can be  expressed 
as follows: 

  ( ) (1 )pos negT t t    ,

    (2) 

where  post   and  negt denote  the  mean  time 

required  for  making  a  decision  about  object 

from  pos  and  neg  respectively.  

Various  classification  algorithms  can  be 
compared using the dependencies of T  on   Q

.  Points  of  the  curve  ( )T Q   correspond  to 

different  values  of  algorithm  parameters  such 
as  statistical  model  complexity  or  threshold. 
The better algorithms provide  lower values of 
T   in the range of acceptable values of  Q .  In 

this work, we propose a classification method 
based on using a cascade of decision rules and 
we discuss the values of parameters    and    

that  provide  a  computational  profit  of  the 
proposed  cascade  decision  rule  classifier  as 
against single decision rule classifiers.   

Description of the method 

Given feature space, a probability distribution 

density  in  pos   can  be  approximated  by  a 

Gaussian mixture (GM) using EM algorithm  
[6].    Let  us  denote  the  classification  rule  as 

( )c x   so  that  ( ) 1c x    if  an  object  x   is 

assigned  to  pos   and  ( ) 0c x    otherwise. 

Then, the decision rule based on  k -component 

GM model of the class  pos  can be defined as 

follows: 

1

1

1
( ) max[ ln ln((2 ) )

2

1
( ) ( ) ], (3)

2

k
d

k i i
i

T
i i i

c x H

x H x

 

  



-

 -  

 - - 

 

where  i ,  i ,  iH   are  the  weight,  mean,  and 

covariance  matrix of  the  i -th  component  respectively, 

d   is  a  dimensionality  of  the  feature  space,     is  a 
threshold value. 

In (3), each condition defines an ellipsoid that 
corresponds  to  one  of  GM  components.  The 

object  x   is  assigned  to  class  pos   if  it  falls 

inside one of the ellipsoids.  

Objects of  the  class  neg   that  are  located  far 

from  the  border  of  pos   can  be  classified 

using  more  simple  decision  rules  than  the 
objects located near the border. The main idea 
is  to  use  a  sequence  of  the  classifiers  of  the 
form  (3)  that  yields  the  cascade 

{ , 1 }.mc m k    Each object is submitted to 

the next classifier  in  the cascade if  this object 

is  assigned  to  the  class  pos   by  the previous 

classifiers.  For  the  cascade  of  classifiers,  the 
decision rule is defined by   

1
( ) min ( )

k
seq
k m

m
c x c x


 .  (4)  

Computational  complexity  of  object 
classification  depends  on  a  number  of  the 
ellipsoids that are checked on falling the object 
into  the  ellipsoid  or  not.  In  the  case  (3),  the 
number  of  these  ellipsoids  is  equal  to  k   for 
each  object.  In  the  case  (4),  the  minimum 
number of  the checked ellipsoids  is 1 and  the 
maximum  number  is  ( 1) / 2k k  .  If  the 

threshold   is properly tuned, the most of the 

objects of the class  pos  require  ( 1) / 2k k   

decisions. It means that a computational profit 
of the rule (4) as against the rule (3) is possible 

for sufficiently large values   /neg posN N    

Computational  complexity  can  be  reduced  if 

the  GMs  in  classifiers  mc   share  some 

components.  It  can  be  done  by  splitting  one 
component  into  a  couple  of  new  components 
each  time  we  increase  the  order  of  mixture 
from  m   to  ( 1)m    instead  of  building  a 

( 1)m  -component mixture with a new run of 

EM-algorithm. 

Let 
l
posX   is  a  training  set  of  objects  from 

pos .  We  start  with  describing 
l
posX   with  a 

single Gaussian, then we split  it  into two new 
components  and  continue  this  process 
iteratively.  At  each  step,  we  choose  a 
component,  splitting  of  which  increases 

likelihood  of 
l
posX   most  strongly.  Some 

component  i  can be split into components  1j  

and  2j   using  partial  EM-algorithm.  The 

difference  from  the  classical  EM  is  that  the 
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sum  of  child  component  weights 
1 2j j   

equals not  to 1 but  to  the parent component’s 

weight  i ,  and  the  sum  of  posterior 

probabilities  of  each  object  given  child 

components  1 2( | ) ( | )P x j P x j   equals  to 

its  posterior  probability  given  parent 
component  ( | )P x i . 

The procedure of iterative component splitting 
performed  k   times  constructs  a  sequence  of 
k   Gaussian mixtures  with  increasing  number 
of components. Applying the decision rule (3) 
to  these  mixtures  we  can  obtain  a  set  of 

classifiers  { }mc   ( 1m k  )  which  can  be 

combined  into  a  cascade  seq
kc   using  a  rule 

similar  to  (4).  If  some  object  x   is  already 

classified  by  mc   then  in  order  to  classify  it 

with  1mc    we  only  need  to  consider  2 

additional  ellipsoids  and  make  a  decision 
whether  x   belongs  to  them  or  not.  So  if  we 

use  seq
kc   instead  of  seq

kc   then  the  maximum 

number  of  considered  ellipsoids  is  reduced 
from  ( 1) / 2k k   to  2 1k - . 

Experiment 

In  order  to  test  the  proposed  method,  we  have 
performed  a  number  of  tests  on  a  model  2-
dimensional  data.  We  have  modeled  the 

distribution  posp  of class  pos  with random 6-

component  Gaussian  mixtures.  Centers  of  GM 
components  were  normally  distributed  around 

0cen   with  std.  dev.  6cen  ,  eigenvalues 

of component covariance matrices were normally 

distributed  around  cov 1.5    with  std. 

cov 0.2  . The class  neg  was modeled with 

a distribution  negp  which has a support in form 

of a circle and takes large values only when  posp  

is low: 

 

( )

1 ( ) , (5)

neg

pos

p x

K x R q p x



       
  

where  K   is  normalizing  constant,  R   is  the 
radius of the support, and  q  defines how strongly 

are the objects from  pos  and  neg   intermixed. 

We used values  30R  ,  1q  . 

We have generated  posp  and  negp  50 times and 

performed  5  trials  for  each  realization.  In  each 

trial, we randomly sampled  1000l
posN   objects 

from  posp   and  used  them  to  train  classifiers 

1 2 6 6 6, , , , ,seq seqc c c c c .  Then  we  randomly 

sampled 
t
posN   objects  from  posp   and 

t
negN  

objects from  negp  to evaluate the performance of 

classifiers.  We  have  examined  two  different 

cases:  2    ( 500, 1000t t
pos negN N  )  and 

10   ( 100, 1000t t
pos negN N  ).  

In  each  case, we  calculated  the  error  rate  Q   of 

the form (1) and the time  T  of the form (2) for 
the considered classifiers with different threshold 
values.  The  error  Q   was  evaluated  for  three 

different values of   : 0.1, 0.5, 0.9    

. The time T  was calculated in the arbitrary units 
given  the  assumption  that  the  time  needed  to 
make decision about one object and one ellipsoid 
equals  to  1.  The  values  of  Q   and  T   were 

averaged  over  the  realizations  of  model 
distributions and over the sampling trials. 
The  results  are  shown  in  the  figure.  For  each 

classifier  1 6, ,c c we have minimized the error 

Q   over  all  threshold  values  and  evaluated  the 

time  T .  Six  obtained    pairs  ( , )Q T   are 

represented in the figure by the solid line. For the 

classifiers  6
seqc   and  6

seqc   we  have  plotted  T  

versus  Q   for  different  threshold  values.  These 

relations  are  represented  by  dashed  and  dotted 
lines respectively. Only the parts of graphs which 
correspond to the range of   from maximum to 
the  optimal  value  were  plotted.    In  the  case 

2  ,  it  makes  no  sense  to  use  cascade 

classifiers  because  the  same  or  lower  error  Q  

always can be obtained in less time by using one 

of the classifiers  1 6, ,c c . In the case  10  , 

classifier  6
seqc   is  still  unusable  but  there  are 

ranges of  Q  values in which  6
seqc   is  less  time-

consuming  than  1 6, ,c c   and  provides  the 
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same result. The classifier  6
seqc  should be used in 

the range of high  Q  values when    is low and 

in the range of intermediate  Q  values for higher 

values  . 

 
Fig.1. Classification time versus error rate 

  1 6c c-  (solid line),  6
seqc  (dashed line) and  6

seqc  

(dotted line). 

Conclusion 

In  this  paper  we  have  investigated  the  binary 
classification method based on the application of 
a cascade of decision rules which use GM-models 
of  initial  distribution  with  increasing  number  of 
components.  We  have  proposed  a  way  to 
decrease  the  computational  cost  of  classification 
by  using  the  sequence  of  Gaussian  mixtures 
obtained  from  single  Gaussian  by  recursive 
component  splitting  to  construct  individual 
classifiers  in  a  cascade.  We  have  compared  the 
performance  of  the  classifiers  based  on  single 
Gaussian mixtures, on the cascade of independent 
mixtures  and  on  the  cascade  of  mixtures 
constructed by recursive component splitting. The 
experiments were performed on a model data  in 
the cases of different  ratios between numbers of 
positive  and  negative  objects  and  different  costs 
of  false  accepts  and  false  rejects.  In  terms  of 
relation between time and error rate, the proposed 

cascade  GM-based  classifier  provides  an 
advantage  with  respect  to  single  GM-based 
classifiers when the number of negative objects is 
sufficiently  larger  than  the  number  of  positive 
ones.  The  range  of  error  rates  in  which  the 
proposed  method  provides  a  profit  in 
computational time depends on a relative penalty 
of two error types. 
In  further work, we are planning to improve our 
method  by  tuning  the  threshold  values 
independently for each layer of the cascade. Also, 
we are going to explore the decision trees based 
on the structured sets of Gaussians. In addition to 
building  these  structured  sets  by  recursive  GM 
component  splitting,  we  are  planning  to  apply 
methods based on merging GM components. 
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In  this paper we introduce a new time-domain approach  to  feature detection based on 
extrema distribution of speech signal. Finding extrema is a very simple procedure with 
linear  complexity,  what  is  faster  than  commonly  used  FFT-based  methods.  The 
availability of such distributions  is demonstrated on Russian vowels recognition using 
Artificial Neural Networks (ANN). 

 

Introduction 

Feature  detection  is  the  first  stage  of  speech 
recognition process which aims to construct so 
called  feature  vector  –  compact  and  yet  as 
comprehensive  as  possible  description  of  the 
input  signal  [1,  2].  Thus  developers  gain 
double  benefit:  firstly,  omitting  meaningless 
information  increases  recognition  accuracy, 
secondly,  this  leads  to  significant  data 
compression.  The  most  commonly  used 
methods  of  feature  detection  are  based  on 
spectral  analysis  of  speech,  such  as  Linear 
Predictive  Coding  (LPC)  [3]  or  Mel-
Frequency  Cepstral  Coefficients  (MFCC)  [4]. 
The  most  basic  procedure  of  spectral 
approaches,  FFT,  has  computational 
complexity  ( log( ))O n n . 

In order  to find faster way of deriving feature 
vector, different time-domain approaches were 
proposed, which exploit signal’s zero-crossing 
rate [5]. In this paper we introduce a new time-
domain  method  of  feature  detection  based  on 
extrema distribution of speech signal. Finding 
extrema is a very simple procedure with linear 
complexity.  We  demonstrated  availability  of 
such distributions on Russian vowel phonemes 
recognition using ANN. 

Speech representation with extrema 
distribution 

Consider a part of digitalized speech depicted 
in  Fig.  1.  Samples  1,  4,  5,  9,  10,  and  11  are 
extrema. Let overall number of extrema be  M

.  Any  extremum  e   is  limited  by  ADC 
resolution  k : 
 

1 1[ 2 , 2 1]k ke - - - -   (1) 

 
For  instance,  in  this  work  all  speech  patterns 
were  digitalized  with  16k  ,  and  thus 

12 32768k-  . 
 

 
Fig. 1. Segment of digitalized speech with six extrema. 

 
Then  we  define  jE   as  the  j -th  interval  of 

extrema values, so that each interval has width 

max minj jL e e - : 

 

min max

2
[ , ], 0, ,

k

j j jE e e j
L

    
(2) 
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Let  jD   be  the  number  of  extrema  that  lay  in 

jE : 

 

0

2
( , ), 0, ,

kM

j i j
i

D e E j
L




    
(3) 

 
The   function indicates whether extremum  ie  

lays in the  j -th interval  jE : 

 

1,
( , )

0,

i j

i j

i j

e E
e E

e E



 


 

(4) 

 
Finally  we  can  find  a  portion  of  extrema  that 
lays in the  j -th interval  jE : 

 

2
, 0, ,

k
j

j

D
P j

M L
    

(5) 

 
Thus  it  is  possible  to  find  distribution  vector 

0 2
( , , , , )kj

L

P P P P    for each speech pattern, 

where  jP   denotes  probability  of  discrete 

random  variable  e   laying  in  the  interval  jE , 

so that  1j
j

P  . 

Smoothing low-amplitude fluctuations of 
speech using enveloping 

While  studying  extrema  distributions  of 
different  speech  patterns,  it  has  been  noticed 
that  smoothing  low-amplitude  fluctuations, 
such as depicted  in Fig. 2  (samples  from 4  to 
10), increases recognition accuracy. 
In  order  to  do  that  we  build  two  enveloping 

signals  maxe  and  mine  which consists only of 
maxima and minima respectively. Their length 
is the same as for original signal; let it be  N . 
Obviously,  M N ,  so  between  extrema  we 
find  sample  values  using  linear  interpolation. 
Then  we  build  the  average  signal  s ,  where 
every  sample  is   lays  between  maxima  and 

minima of the original signal: 
 

max min

, 0, ,
2

i i
i

e e
s i N


    

(6) 

 

 
Fig. 2. Segment of speech with low-amplitude 

fluctuations. 

 
Such  approach  smoothes  undesirable  low-
amplitude fluctuations of speech (Fig. 3), what 
leads  to  both  data  compression  (since  the 
number  of  extrema  decreases  significantly) 
and accuracy enhancement. 
 

 
Fig. 3. Smoothed signal  s , depicted with crosses. 

Extrema distributions of Russian vowels 

We  studied  extrema  distributions  for  six 
Russian  vowels,  namely  /а/,  /и/,  /о/,  /у/,  /ы/, 
/э/.  Our  database  included  200  examples  of 
each  phoneme.  Every  pattern  was 
preprocessed  as  follows:  firstly,  spectral 
cleaning  from  microphone  noise,  secondly, 
normalization.  Figure  4  contains  distributions 
built using enveloping for 100 examples of all 
six vowels. 
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Fig. 4.Extrema distributions for six Russian vowels. 

 

Russian vowels recognition using ANN 

In  order  to  demonstrate  the  use  of  extrema 
distribution,  we  used  multilayer  feed  forward 
ANN  with  66  input  neurons,  33  hidden 
neurons  and  6  output  neurons.  100  examples 
of each phoneme were used to train ANN, and 
the  other  100  examples  were  used  on 
recognition  stage.  The  result  of  experiment 
was  evaluated  as  recognition  accuracy:  a 
portion of correct ANN outputs. We compared 
both  straightforward  approach  to  detecting 
extrema and enveloping method. 
 

Table 1. Recognition accuracy for six 
Russian vowels 

Phoneme  Recognition accuracy, % 
Without 
enveloping 

With 
enveloping 

/а/  53  72.0 
/и/  59  71.0 
/о/  64  86.0 
/у/  87  85.0 
/ы/  78  63.0 
/э/  78  89.0 
Average  69.8  77.7 
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Average  accuracy  for  enveloping  method 
reached  77.7%.  The  detailed  results  for  each 
phoneme are listed in Table 1 

Conclusion 

A  new  time-domain  approach  to  feature 
detection  based  on  extrema  distribution  of 
speech  signal has  been  proposed. Availability 
of  such  distributions  has  been  studied  on 
Russian  vowels  recognition  using  ANN.  The 
proposed  approach  attracts  with  linear 
computational  complexity.  As  future  work, 
more robust extrema detection techniques will 
be  developed,  which  omit  meaningless  data 
and enhance recognition accuracy. 
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COMPUTATIONAL INTELLIGENCE AND GENERALIZED CATALAN 
NUMBERS IN PATTERN RECOGNITION PROBLEMS1 
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An original approach to solving difficult probabilistic problems arising in studying the 
readout of random discrete fields is proposed (there are no exact analytical solutions at 
the moment). Several partial-solution algorithms for direct, iterative, and combinatorial-
recursive  calculations  are presented  (these  solutions  are  further used  to  search  for  the 
common  closed  analytical  regularities).  The  huge  volume  of  necessary  calculations 
forced  us  to  formalize  algorithms  for  computer  systems.  Calculations  helped  us  to 
establish (and to prove later) a number of new earlier unknown probabilistic  formulas 
responsible for random division of an interval.  

 

Introduction 

Our researches on  the reliability of  readout of 
random  discrete-point  fields  led  us  to  the 
following  very  simple  (in  definition) 
probabilistic problem: 

 
«Let n points x1,x2, ... ,xn be randomly dropped 
on  an  interval  (0,1),  i.e.,  there  are  n 
independent  tests  of  a  random  variable 
uniformly distributed in the interval (0,1). It is 
required  to  determine  the  probability  )(, eknP  

of  an  event  that  there  is  no  subinterval 
)1,0(e  of length e containing more than k 

points». 
 
The  apparent  simplicity  of  this  problem  is 
illusory, and its analytic solution is known [12-
13] only for k=1: 

).)1/(10(,))1(1()(1, --- nnP n

n eee   (1) 

It  should  be  noted  that  many  problems  that 
involve random division of an interval [10] are 
simple  in  statement,  but  have  no  exact 
analytical  solution.  It  is  an  example  we  have 
here. 
 

One way to find solution (1) is to represent the 
probability Pn,1(e) as a repeated integral 
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Successive  integration of Eq.  (2) with  respect 
to  the  variables  x1,x2,..,xn  yields  relation  (1). 
Unfortunately,  for  k>1,  the  probability  Pn,k(e) 
cannot be reduced to a single repeated integral. 
Today  there  is  no  exact  analytic  solution  of 
this  problem  even  for k=2.  The present  paper 
describes  possible  approaches  to  solving  the 
above-discussed problem. 

Computer-aided analytical calculation of 
probabilistic formulas 

 
In  general,  the  probability  Pn,k(e)  can  be 
represented in the form 

  ,...!)( 1

)(

,

,

n

D

kn dxdxnP

kn



e

e    

where  the  domain  of  integration  Dn,k(e)   Rn  
is described by a system of linear inequalities 
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Further,  integral  (3)  can  be  written  in 
equivalent form: 
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where 
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z

z
z   Then,  the  n-

dimensional integral (5) is converted to a set of 
repeated  integrals where  integration  limits are 
already set by means of successive application 
of the relation  
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(The  form  of  Eq.  (6)  means  that  the 
expressions    and    do  not  contain  the 
variable  xr).  The  algorithm  (3-6)  allows  us  to 
proceed  a  constructive  calculation  of  the 
formulas for Pn,k(e) for fixed values of n and k. 
The  main  difficulty  of  application  of  this 
procedure  lies  in  the  fact  that  it  is  practically 
impossible  to  perform  all  necessary 
calculations  manually  (settling  the  limits  of 
integration,  verifying  the  correctness  of  all 
intermediate systems of inequalities, and direct 
calculating of  the  repeated  integrals  for n>4). 
For  these  reasons,  we  created  a  program 
package  based  on  algorithm  (3)-(6)  and 
performing all analytical calculations [6]. 
 
We  also  proposed  another  combinatorial 
approach  (using  an  absolutely  different 
mathematical  technique)  to  find  particular 
solutions  of  the  initial  problem.  By  analogy 
with the known solution (1) valid for k=1, we 
tried to find a general solution Pn,2(e) for k=2. 
We  compose  a  recursive  algorithm  where  the 
formulas  for  Pn,2(e)  as  functions  of  the 
continuous  argument  e  are  obtained  from  a 

discrete-combinatorial  scheme.  We  used  the 
following  discrete-combinatorial  model.  The 
interval (0,1) is considered to be divided into r 
equal quantums. Random throwing of n points 
on  the  interval (0,1)  is  interpreted  as  random 
throwing  of  n indistinguishable  balls  into r 
boxes. A set of l adjacent quantums serves as 
an  analog  of  a  subinterval  of  length  e.  The 
outcome  of  throwing  when  none  of  such  l-
subintervals  inside  the  initial  r-interval  (0,1) 
has  more  than  two  points  is  considered  as 
"successful," and the ratio of the total number 
of "successful throws" to the overall number of 
possible  outcomes  of  throwing  is  taken  as  a 
discrete-combinatorial  analog  for  the 
probability  Pn,2(e).  Using  that  approach  we 
obtained new relations for k=2. 
  
Our  third  software  package  is  based  on 
multiple  differentiation  of  the  initial  integral 
(3) with respect to the parameter e and further 
reconstruction of  the formulas  for Pn,k(e) with 

the  values  of  all  derivatives 
)(

)( )(
j

j

d

Pd

e

e
,

),...,1,0( nj  at  zero  (i.e.,  at  e=0).  The 

main  advantage  of  this  algorithm  is  the  fact 
that  its  implementation  allows  us  to  replace 
labor-consuming  procedures  of  determining 
the  integration  limits  and  subsequent 
multidimensional  integration  by  elementary 
operations  of  substitution  and  replacement  of 
variables.  
   
Using  three  above-mentioned  program 
systems, we evaluated the formulas for Pn,k(e) 
for  particular  values  of  n  and  k (k<n) up  to 
n=14  and  for  all  ranges  of  variation  of  the 
parameter  e.  These  computer  analytical 
calculations helped us to establish and then to 
prove  strictly  new  probabilistic  regularities 
earlier unknown relating  to a random division 
of an interval. 

Proof of "computer" formulas with the use 
of the Catalan numbers 

The  analysis  of  the  formulas  for  Pn,k(e) 
calculated on a computer allows us to establish 
a  number  of  new  previously  unknown 
analytical dependences.  In particular, for even 
values  of  n=2m  and  k=2,  we  established  the 
formula 
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which  is  valid  if  1/m<e <1/(m-1).  The 

coefficients  1
2)/1( -m

mCm   in  Eq.  (7)  are  the 

classical  Catalan  numbers  known  from 
Leonard  Euler’s  works,  but  they  are  still  of 
interest [1,4,9] because they form the basis of 
enumerative  combinatorics  [14].  It  is  curious 
to  note  that  relation  (7) was  "prompted" by  a 
computer  and  was  published  as  a  scientific 
hypothesis more than thirty years ago [5], and 
a strict mathematical proof of this formula was 
obtained  rather  recently  [7].  Thereby,  we 
realized in practice the classical advice of John 
von  Neumann:  if  you  cannot  find  a 
straightforward solution of a difficult scientific 
problem,  try  to  perform  laborious  auxiliary 
calculations  on  a  computer.  If  you  are  lucky, 
these  auxiliary  computer  calculations  can 
“prompt” you the right answer, which you will 
prove further. 
 
Recently  we  managed  to  prove  that  the 
probability  Pn,k(e) for  k=2  and  odd  values  of 
n=2m+1 is represented as  
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if 1/(m+1)<e<1/m. 
It  turned out  that  it  is  much  more difficult  to 
find  and  mathematically  substantiate  relation 
(8) than to prove formula (7). Thus, one stage 
of  this  proof  forced  us  at  first  to  introduce  a 
new concept of "three-dimensional generalized 
Catalan  numbers"  and  next  to  calculate  their 
explicit  form.  In  our  investigations,  these 
numbers  appeared  when  we  had  to  find  the 
total  number  of  specific  permutations  of 
elements  of  three  subsets,  with  each  of  these 
subsets being represented as a ranked sequence 
of uniformly distributed random variables. 
 

If  we  put  aside  the  researches  dealing  with 
random  division  of  an  interval,  then  the 
problem  leading  to  three-dimensional 
generalized  Catalan  numbers  can  be 
formulated  in  the  following  most  transparent 
form:  “It  is  necessary  to  find  Ql,m,n,  which  is 

the exact number of different words of  length 
(l+m+n) that can be formed from l letters “a”, 
m  letters  “b”,  and  n  letters  “c”  with  two 
simultaneous conditions: 1) the number of the 
letters  “b”  never  exceeds  the  number  of  the 
letters  “a”  if  the  word  is  viewed  from  left  to 
right;  2)  the  number  of  the  letters  “c”  never 
exceeds  the  number  of  the  letters  “a”  if  the 
word is viewed from right to left”. 

 

Having  reduced  this  problem with  three-letter 
words  to  a  geometrical  problem  of  searching 
for  paths  on  a  three-dimensional  discrete 
lattice, we managed to show that 

.
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A detailed proof of this equality can be found 
in [8].  
   
We  named  the  numbers  Ql,m,n  as  “three-
dimensional  generalized  Catalan  numbers” 
bearing in mind that these numbers extend the 
traditional  Catalan  sequence  known  from 
many applications (see e.g. [1-2]) and obtained 
from Eq.  (9) at n=0 and  l=m. Equation  (9)  is 
not only useful in solving applied probabilistic 
and  statistical  problems,  but  also  has 
independent theoretical interest. 

Conclusion 

We  proposed  several  program  systems  for 
labor-consuming analytical calculations to find 
exact  analytical  solutions  of  the  challenging 
probabilistic  problems  arising  in  studying 
reliability  of  the  readout  of  random  discrete-
point  structures.  It  became  possible  to 
calculate a wide set of particular solutions with 
developed  software  packages.  The  further 
analysis  of  the  obtained  "computer"  formulas 
allowed us  to  establish  (and  later on  to prove 
strictly)  a  number  of  new  earlier  unknown 
analytical  equalities.  These  formulas  are 
necessary  to  solve  many  problems  dealing 
with random division of an interval. 
 
One  more  distinctive  feature  of  the  presented 
work  is  introduction  of  a  new  concept  of 
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"three-dimensional  generalized  Catalan 
numbers”  for  the  investigations  to  be 
successful.  Having  this  as  a  separate  subtask, 
we  managed  to  find  a  simple  and  transparent 
interpretation  of  this  generalization  of  the 
classical  Catalan  sequence  (as  a  solution  of  a 
problem  with  special  three-letter  words).  We 
found  the  explicit  form  of  the  three-
dimensional  generalized  Catalan  numbers  by 
means  of  reducing  this  new  “linguistic” 
subtask to a geometrical problem of searching 
for  special  paths  on  a  discrete  three-
dimensional  lattice  under  certain  constraints. 
The  subtask  with  the  three-dimensional 
generalized  Catalan  numbers  also  has  an 
independent theoretical significance. 
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STATISTICAL ESTIMATORS OF MULTIPLE-SITE SIMILARITY 
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Aspects of the use of weighted arithmetic relations of values and confidence intervals 
for statistical estimators fractional-linear multiple-site measures of similarity for type 
of   CTK ,  are considered. 

 

Introduction 

In the elementary theory of similarity [17] can be 
identified two groups of measures of similarity – 
deterministic  and  stochastic.  By  deterministic 
measures  are  based  on  finite  sets  or  descriptive 
sets,  and  stochastic  measures  are  based  on 
probability  and  categorized  data.  For  the  first 
group to determine the statistical estimators does 
not  make  sense  [2,  5,  13],  but  for  the  second 
group  to  determine  the  statistical  estimators 
successfully  [1,  11,  16].  However,  methods  for 
the  statistical  estimators  of  weighted  arithmetic 
mean have been developed [6, 10, 14, 15] and it 
can be used for the statistical estimators of some 
multiple-site  (three  and  more  sites)  measures  of 
similarity.  The  estimators  can  be  represented  as 
the  weighted  arithmetic  mean  of  two-site 
measures  of  similarity.  This  problem  can  be 
solved by means of fractional-linear multiple-site 

measures of similarity of type   CTK ,  [18]. 

Multiple-site measures of similarity of type 
 CTK ,  and representation as weighted 

arithmetic mean of two-site measures of 
similarity 

Consider  a  multiple-site  measure  of 

similarity   0K  of  subtype   K  of  type 

 CTK , : 
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Estimators for  0K  

We define the standard deviation for  t  and the 
95%  confidence  interval,  usung  the  formulas 
of the Schwartz’s [12], Crane’s and Lemoine’s 
works  [3].  The  method  of  calculation  of  the 
confidence interval for the average of the ratio 
in the classic version consists of the following 
steps: 
1. Statistics are calculated: 
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2. Confidence  interval  (use  95% 
confidence level) are calculated: 

21

96.1

ny
t  . 

The final results of the method are the same in 
both  works.  However,  the  Crane-Lemoine’s 
method  are  given  too  large  values  for  the 
variances S11 and S22 and covariance S12. 
These  formulas  joined  us  in  the  general 
formula  to  simplify  the  calculations  and  to 
liquidate  of  the  high  values  of  the  variance 
with  the  formulas  of  Crane-  Lemoine  [6,  10, 
14]: 
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tS  and dS  can be  calculate  by  the 

above formulas or after substituting the values 

of ix , iy , y , 
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formula: 
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Also dS
 can be defined as follows: 
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The  standard  deviation  for  the  class  of  the 

equivalence   K
  can  be  defined  by  the 

formula: 
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The last formula are derived from the ratio: 
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Example of calculation 

For  the  calculation  of  a  multiple-site 
measure of similarity and confidence intervals 
take data from four partial floras subnival and 
nival  zones of  the Central  Caucasus: Kazbegi 
(1)  Mamison  Pass  (2),  Elbrus  (3)  and  Upper 
Svaneti  (4)  [4].  The  main  source  of 
information  for  the  calculation  is  the 
intersection  matrix  (matrix  of  absolute 
measures  of  similarity,  see  table).  According 
to  this  matrix  can  be  calculated  as  a  two-site 
measure  of  similarity,  and  multiple-site 
measure of similarity [7-9]. 

The  intersection  matrix  is  symmetric, 

so  it  is  enough  to have 
 

2

1nn
 of  its values, 

i.e. main diagonal of the matrix and the values 
of  above-diagonal  (or  below-diagonal) 
elements [7-9]. 

Table 1. The intersection matrix of the 
species lists for the subnival and  

nival zones of the Central Caucasus  
(denotation in the text) 
  1  2  3  4 
1  84 68  78  69 
2  68  73 71  65 
3  78  71  85 73 
4  69  65  73  74 
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For  the  calculation  of  a  measures  of 
similarity necessary to use non-differenсe lists 
of the number of species.  

We  make  the  calculation  of  the 
measure  of  non-different  lists  on  the  formula 
[7]: 
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     250.0;265.0min74,85,73,84R

     250.0;260.0min250.0;231.0min  

   250.0231.0250.0250.0;234.0min  

965.0234.0  . 

The  degree  of  non-difference  of  the  lists  is 
high,  that  lets  you  find  on  this  matrix,  the 
measures  of  similarity.  We  define  the 
following parameters of a series of four lists: 

424736571697868 С , 

31674857384 T . 

Then    895.0
3163

4242
0 




K . 

Calculate the standard deviation 
 0K : 
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0097.07688.30026.0

0
KS . 

Confidence interval (95% confidence level): 
0191.08945.00097.096.18945.0  . 

We  define  the  arithmetic  mean  of  two-site 

measures  of  similarity  0K   as 

    ji

n

aaK
C

M ,
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020 

  ( 8928.00 M ).  This 
measure  is  similar  to  the  measure 

  8945.00 K
.  However,  estimators  of  the 

measure  0M  is not defined. 
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Confidence interval (95% confidence level): 
0312.08091.00159.096.18091.0  . 

Conclusion 

The estimators for the equivalent multiple-site 
measure of similarity   1K  and   0K  provide for 

the  first  time.  It  should  be  noted  that  the 
variance of the measure   0K   is less than   1K , 

at  that  the  values  of  measure   1K   much  less 

than   0K . Probably,  the selection the required 

multiple-site  measure  of  similarity  can  be 
justified by means of estimation of variance or 
coefficient of variation. 
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The  system  of  multiple-site  similarity    measures  axioms,  certain  on  a  series  of  finite 
descriptive sets is considered. The concept of equivalence of multiple-site similarity  is 
offered. Classes of equivalence of multiple-site similarity   measures are allocated. For 
fractional-linear multiple-site similarity  measures types and subtypes are allocated. The 
new concept of a coordination multiple-site similarity  measures equivalence classes on 
unequally  in  power  sequences  of  descriptive  sets  series.  Illustrative  examples  of 
multiple-site similarity  measures are taken from biology and geography.  

 

Introduction 

Earlier  [8,  9]  we  considered  mainly 
two-site  measures  of  similarity    and 
dissimilarity   of descriptive sets. In work [9] 
the  system  of  axioms  of  multiple-site 
similarity    measures  is  resulted.  It  has 
appeared,  that  the  multiple-site  measures 
similarity  theory is much more complex than 
the  two-site  similarity    measures  theory  and 
demands special consideration.  

The system of axioms of multiple-site 
similarity    measures  in  a  primary  kind  has 
been  offered  by  the  author  in  1972  [2].  In  a 
number of works [3-5, 9] this system has been 
added by new axioms.  The  review on use of 
multiple-site  similarity    measures  in  biology 
and geography is presented in work [6]. 

System of axioms of multiple-site similarity  
measures 

Multiple-site  measure  of  similarity   
    ni aaK ,,   for  a  series  from n  descriptive 

sets    ia ,  ni ,,1 ;  3n   is  defined  by 

following system of axioms [9]. 
MSM 1.       1,,0 1  naaK    (an  axiom  of 

restriction); 

MSM 2.          inin aaKaaK ,,,, 11   , 

were      i1,  …, in  -  any  rearrangement  of 
numbers  ni ,,1  (an axiom of symmetry); 
 

MSM 3а. If 
       

 
   

2

1

121 ,,
-

- 
nn

nn aaaa ,  then 

     0,,1 naaK   (a direct axiom of the 

minimal similarity); 
MSM  3b. If      0,,1 naaK  , then 

                 
(a return axiom of the minimal similarity); 

MSM 4a. If     naa 1 , then  
     1,,1 naaK   (a direct axiom of the 

maximal similarity); 
MSM 4b. If        1,,1 naaK  , then 
   naa 1  (a return axiom of the maximal 

similarity);  
MSM5.           nn aaKaaK ,,,, 11   , 

0   (an axiom of uniformity). 
The system of axioms MSM 1-MSM 5 

is consistent. For example,  to  it  the multiple-
site similarity   measure satisfies [2, 5, 7]: 

      
 Tn

STn
aaK n

1
,,1

-

-
 , 

          nn amamaaT   11 ,, , 
         nn aamaaS   11 ,, . 

Properties  of  multiple-site 
dissimilarity     measures  can be  defined  from 
system  of  axioms  MSM  1-MSM  5  and 
parities 

         nn aaKaaF ,,1,, 11  - . 
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nn

nn aaaa
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Types of fractional-linear multiple-site 
similarity   measures 

In biology and geography often define 
«average  similarity»  series’  from  several 
descriptions,  and  as  a  measure  of  similarity 

take  an  average  arithmetic  of  set 
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1-nn
  of 

pairs two-site measures’ [5, 6]:  
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The measure  M  satisfies to system of 

axioms MSM  1-MSM  5  for  everyone    3n   
[5].  For  a  series  from  three,  four,  etc. 
descriptive sets lacks are inherent in multiple-
site similarity  measures  M . First, there is no 

functional  dependence  between 
    ji aaM ,,0    and  M ,  1- .  Hence, 

recalculation  of  values  of  measures  M   on 

values of a measure  0M is  impossible.  In this 

connection  it  is  impossible  to  determine  of  
the equivalent multiple-site measures classes. 
Secondly,  there  is no opportunity  to compare 
the measures specified on unequally in power 
sequences of the descriptive sets series. In this 
connection  it  is  necessary  to  consider  types 
and  subtypes  of  the  multiple-site  fractional-
linear  similarity      measures  deprived  these 
lacks.  Following  types  and  subtypes  are 
allocated: 

Type of the fractional-linear simila-rity  
measures K (M0).  

The measure of similarity of  this  type 
looks like   

 
 

 0

0

1 K

K
K
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 ,     00 MK  ,  1- ,    

does not depend from n. 

Type of the fractional-linear simila-rity  
measures  K(T,CΔ)  
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In this type is allocated three subtypes: 
1.   K ,  1- ,  does not depend from n. 

2.   eK , 
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ne
 ,  e   does  not  depend 

from n. 

3.   K , 
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 ,   does not depend 

from n.  Multiple-site  measures  of  the 
specified subtypes look like: 

 
 

 0

0

1 K

K
K


-

 ,  1- ,   does  not 

depend from n;     Tn

С
K

1

2
0

-
  ; 

 
 

 0

0

1 K

K
K

eee -
 ,  1-e ,  e does  not 

depend from n; 

          



---


--


CnTnn

C

Knn

K
K

221

4

2

2

0

0
0

; 

  
  

  0

0

1 K

K
K


-

 ,  1- ,   does  not  

depend from n. 

  
 

        



--


-


CnTn

Cn

Kn

Kn
K

2122 0

0

0
. 

Type of the fractional-linear similarity   
measures  K(T, S).  

The  fractional-linear  similarity  
measures  of  the  type   STK , ,  satisfying  to 

system of axioms MSM 1-MSM 5,  look like: 
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In  this  type  it  is  allocated  three 
subtypes:  

K ,  1- ,  does not depend from n; 

eK ,   at 
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depend from n. Multiple-site measures of the 
specified types look like: 
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Coordination classes of  equivalences of 
multiple-site similarity   measures 

Let's  define  as  a  coordination  for  the 
multiple-site similarity     measures   a subtype 

K  of  types   STK , . 

Definition.  Classes  of  equivalence  of 
the multiple-site similarity   measures of  type 
 STK ,  a  subtype  K   are  coordinated  on 

unequally  in  power  sequence  of  descriptive 

sets’  series    e
ge

A ,  Ne ,,1 ,   nge ,,3   

in  only  case  when,  when  any  two  classes  of 
the  multiple-site  similarity      measures 
equivalence are coordinated.   

Two classes of multiple-site similarity  
measures  equivalence  of    types   STK ,   a 

subtype  K ,    1

1

e
ge

AK   and    2

2

e
ge

AK , 

21 ee gg  ,  1- ; on series of descriptive sets 

 1
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A   and   2
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A   are  coordinated  in  only  case 

when,  when  from  unstrict  inequality 
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AKAK    unstrict  inequality 
     21
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e
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AKAK   , 0 ,  follows,  and 

equality  if  it  is  reached  in  both  inequalities 
simultaneously.  We  shall  result  three 
theorems of multiple-site similarity  measures 
relations from different types and subtypes. 

The theorem 1.  The  fractional-linear 
similarity      measures  of  types  0MK , 

 CTK , ,   STK , ,  specified  on  equally  in 

power  series  of  descriptive  sets,  can  be  only 
one of classes of equivalence for each type.   
The theorem 2.  Multiple-site  measures  of 
similarity  K , 

eK ,   K ,   K ,   eK ,    K , 

 K ,  M  ( 1- ,  1-e ,  1- ,  e ,, do 

not depend from n), are generalization of one 
class  of  two-site  similarity    measures 
equivalence: 
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 . 

The theorem 3.  Classes  of  multiple-site 
similarity    measures  equivalence  of  descryp-
tive  sets  from  each  subtype  K , 

eK ,   K  

type’s   STK ,   (accordingly  subtypes   K , 

 eK ,    K  type’s   CTK , ) are coordinated 

on  unequally  in  power  sequence  of  

descriptive  sets  series      e
ge

A ,  Ne ,,1 , 

 nge ,,3  ,  and  classes  of  multiple-site 

similarity    measures  equivalence  from 
different  subtypes  of  type   STK ,  

(accordingly  different  subtypes  of  type 
 CTK , ) are not coordinated on the same of 

descriptive sets sequence.  

Conclusion 

Use  of  the  axiomatic  approach  for 
construction  of  the  elementary  similarity   
theory  in  a  multivariate  case  has  led,  on  the 
one hand,  to construction of    a continuum of 
similarity      and  dissimilarity  measures,  and 
with  another  to  allocation  of  types  and 
subtypes  of  its  fractional-linear  multiple-site 
similarity      measures.  Owing  to  introduction 
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of such important concepts as the equivalence 
of  multiple-site  similarity      measures  and  a 
coordination  of  the  equivalence  classes  of 
multiple-site similarity measures on unequally 
and equally  in power  sequences of  the  series 
of  descriptive  sets,  has  appeared  an 
opportunity to the allocate types and subtypes 
of  multiple-site  similarity      measures  and  to 
establish  between  them  certain  relations.    In 
the  further  it  is  necessary  to  consider 
statistical  estimations  for  the  multiple-site 
measures of similarity for  type   CTK ,  and 

to develop techniques on use of the multiple-
site  similarity  measures  in  biological  and 
geographical researches. 
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AGGREGATIONALLY CORRECT OPERATIONS ON ALGORITHMS 1 
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A  class  of  recognition  algorithms  which  are  correct  with  respect  to  aggregation 
functional  of  algorithm’s  quality.  A  class  of  pointwise  /  aggregationally  correct 
operations  on  such  algorithms,  which  transforms  any  finite  tuple  of  pointwise  / 
aggregationally correct algorithms to new pointwise / aggregationally correct algorithm, 
is  discussed.  By  this  way  one  can  extend  classes  of  basic  recognition  algorithms  to 
extended  classes,  which  are  preserve  correctness  property  in  pointwise  /  aggregate 
manner. 

 

We discuss  a new class of correct operations 
on  recognition  algorithms.  A  general  concept 
of  correct  operations  was  introduced  in  [1],  a 
class  of  pointwise  correct  operations  was 
discussed  in  [2−3].  In  this  paper  we  discuss 
correct algorithms  with  respect  to  quality 
functionals  of  algorithms  that  was  built  as 
aggregation  function  of  the  values  of  quality 
function of algorithm’s responses or estimates 
on finite set of samples. 
Let  Yy X:   be  unknown  functional 

relationship  between  descriptions  of  objects 
from  X   and answers  from  Y  with  respect  to 
given  question,  Ya X:   is  some  algorithm 
from given class  A  that “approximates”  y . 

Pointwise correct algorithms 

Let  )|( xaQ   be  a  function   RXA   that 

estimates quality of  response of  the algorithm 
Aa   on  input  Xx .  Let  RY .  Let’s 

define  for  each  Yy~   a  subset  YU y ~   that 

corresponds to correct answers. 
Definition.  Response  )(xay    is  correct  if 

yUaQ ~)|( x , where  )(~ xyy  . 

One  way  to  estimate  the  quality  of  the 
responses is based on the loss function  )~,( yy  

that evaluates the “cost” of difference between 
)(xay   and  )(~ xyy  . 

Definition.   RYY:  is a loss function if 

the  following  conditions  holds:  1) if  yy ~  

then  0)~,( yy ;  2) if  yyy ~
21    or 

yyy ~
21   the  )~,()~,( 21 yyyy   . 

So response  y  is correct with respect to “true” 

answer  y~   if  0)~,( yy   and 

}0)~,(:{~  yyYyU y  . 

By the definition   )(),()|( xxx yaaQ  . 

Definition.  Algorithm  a   is  pointwise correct 

on  0X   if  for  each  input  0Xx   response 
)(xay   is correct. 

Pointwise correct operations on algorithms 
by responses 

Let’s try to define pointwise correct operations 
by  response  on  the  basis  of  aggregation 
functions [4−6]. 
Let  M be  an  aggregation  function  on  Y ,  i.e. 
for all  ,...2,1m : 

Yyy m  ,...,1 :  Yyy m ),...,1M( ; 

),...,( 1 myyM  is non−decreasing on  mY  (i.e. for 

each  Yy :  )( y-1M  is connected set) 

Criterion.  M  is correct operation by response 
if  for  each  m   and  each  Yy~ : 

yyy UUU ~~~ ),...( M . 

In particular if  }~{~ yU y   and M  is idempotent 

aggregation function (i.e.  yyy ),...,M( )  then 

M  is correct operation. 
Example. Weighted  g −means by Kolmogorov 

[7−8]. 
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There  is  also  more  general  Kolmogorov−like 
(non−symmetrical) form: 
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1

1
1,...,1
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Where  )()()( 1 ygygyg m  ,  mgg ,...,1   − 

are  strict monotone  functions  RY   that  are 
all  increasing  or  all  decreasing  and  has  same 
domain of values. 
Condition:  If  yU ~   is  connected  interval  then 

yyy UUU ~~~ ),...( M ,  i.e.  gM   is  correct 

operation. 

Pointwise correct operations on algorithms 
by estimates 

When  Y   is  finite  set  algorithm  a   represents 
by  composition:  ARa  ,  where 

qA RUX :   −  algorithm  that  calculates 

estimates,  YR U:  is decision rule. 
In  this  case  we  evaluate  quality  of  response 

)(xay    by  evaluating  of  the  quality  of 

estimate  )(xu A . 

Let   RU Y:   be  quality  function.  By 

definition   )(),()|( xxx yAaQ  .  Let 

})~,(:{~ Qy y LuUuU   .  

Let  QL   be  subset  of  quality  values  that 

corresponds to correct responses. 
Definition. Estimation  )(xu A   is correct for 

response  y~  if  y~Uu . 

Let  M   is aggregation mapping on  U ,  i.e.  for 
each  ,...2,1m : 

for each  Uuu m,...,1 :  Uuu },...,{ 1 mM ; 

},...,{ 1 muuM   is  non−decreasing  (i.e.  for  each 

Uu  is connected). 
Criterion.  M  is correct operation by response 
if  for  each  m   and  each  Yy~ : 

yyy ~~~ ),...( UUU M . 

Example.  Weighted  multivariate Kolmogorov 
g -means. 
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Where  0,...,1 mww  and  1ww  m1 ,  g  

− continuous and invertible mapping  QRU
. 

Aggregationally correct algorithm 

Let  Q   be  some  aggregation  function.  In 
oreder  to  evaluate  a  quality  of  algorithms  on 

finite  set  of  examples  0X   let’s  define 
aggregation functional: 

 00 :)|()|( XxxX  aQa QQ   

Let  UL Q   be  given  subset  of  values  of 

functional Q .  Values  from  QL   (and  only 

they)  corresponds  to  algorithms  that  are 

correct in given sense on  0X . 
Definition.  Algorithm  a   is  aggregationally 

correct on  0X  with respect to functional  Q  if 

QQ LX )|( 0a . 

Aggregationally correct operations on 
algorithms by answers 

Let F be aggregation function on Y .  
Definition.  Operation  },...,{ 1 maaa F   is 

aggregationally correct if  QQQF LLL },...,{ . 

Let  RI  be connected  interval,  IIf :  − 

real  function  )(xf ,  M   is  idempotent 

aggregation  function.  Let’s  define  M −convex 
functions. 
Definition.  )(xf  is M −convex if  

   )(),...,(},...,{ 11 mm xfxfxxf MM    

Let’s consider Kolmogorov’s  g −mean  gM . 

Fact.  Let  g   be  monotone  and  increasing, 
1-gfg    is  convex  function  RR  .Then 

f  is M −convex on  I . 

For example: 
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/1~)~,( ,  where 

pp yyy ||)(sign   is  convex  with  respect  to 

power mean. 

yppy ee
p

yy
~

ln
1

)~,( -  is convex with respect 

to exponential mean. 

Let  )(xf   be  M −convex  on  I ,  M
~

  is 

idempotent aggregation function on  I . 

Definition. M
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For example: 

if  MM
~

   and  M   is  bisymmetrical  then  M   is 
not dominate over themselves; 
min  is not dominate over max . 
Theorem.  Let  )~,( yy   be  M −convex  on  Y , 

Q   is defined on the base of  M
~

 and  M
~

 is not 
dominate over  M . Then  M   is aggregationally 

correct with respect to M
~

. 

For example, let  gMMM 
~
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In  this case aggregationally correct operations 
has the form: 
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In  this  paper,  a  Particle  Swarm  Optimization  proposition  is  presented  to  solve  the 
Homography  problem.  We  tested  our  technique  with  several  datasets.  Also  a 
comparison with existing technique (SVD) is done. PSO shows a significant superiority 
comparing to classic approach (SVD). The main gain of this technique is the accuracy 
of results and easiness of implementation. 

 

Introduction 

Lately,  significant  interest  is  growing  for  3D 
reconstruction.  Lots  of  researchers  are  trying 
to  propose  an  optimal  solution  for  this 
problem.  We  call  3D  reconstruction,  every 
process  that  creates  a  virtual  object  from  a 
picture  of  this  one.  Lots  of  approaches  were 
proposed  to  achieve  this  reconstruction. 
Authors  in  [3]  have  used  a  moving  depth 
camera (Kinect) to achieve a high detailed 3D 
reconstructions of an indoor scene in real-time. 
Another approach was proposed  in  [6], where 
they  used  a  set  of  images  of  the  scene 
combined  with  the  help  of  the  user  to  assign 
labels  to  polygonal  regions.  To  build  the  3D 
model,  they  only  used  the  intersection  of  the 
polygons.  There  are  lots  of  other  techniques 
dedicated  to  3D  reconstruction.  For  further 
information, see [2], [4]. 
To  build  a  3D  model  of  an  object  from  its 
picture, we reverse the process that gave us the 
picture  in  first  place.  In  other  words,  project 
the object’s pixels from 2D picture coordinates 
to  3D  space  coordinates.  The  main  problem 
here is the source of the picture (camera). The 
projection matrix used to take the picture is not 
public  information,  and  most  camera 
constructors don’t provide it. 
Zhang in [5] proposed a calibration technique, 
where  he  deduces  the  camera’s  intrinsic  and 
extrinsic  parameters.  The  approach  requires 
that  the  camera  observes  a  planar  pattern 
shown  at  a  few  (at  least  two)  different 
orientations.  Then,  a  closed-form  solution  is 

calculated,  followed  by  a  non-linear 
optimization to refine the results. 
This  paper  introduces  another  technique  to 
solve camera calibration  that will use Particle 
Swarm  Optimization  to  find  Homography 
between  images  of  a  calibration  pattern 
(chessboard).  Once  the  Homography  is 
calculated,  camera’s  intrinsic  parameters  can 
be easily deduced.  

Problem Statement 

A. Homography 

The  homography  is  a  non-singular  linear 
relationship  between  points  on  planes.  The 
homography  between  two  views  plays  an 
important  role  in  the  geometry  of  multiple 
views. Images of points on a plane in one view 
are  related  to  corresponding  image  points  in 
another view by a planar homography using a 
homogeneous representation. The homography 
depends  on  the  intrinsic  and  extrinsic 
parameters  of  the  cameras  used  for  the  two 
views and the parameters of the 3D plane [1]. 

B. Mathematical definition 

In the complex plane, a Mobius transformation 
is  frequently  called  a  Homography.  These 
linear-fractional  transformations  are 
expressions  of  projective  transformations  on 
the  complex  projective  line,  an  extension  of 
the  complex  plane.  In  higher  dimensions 
Homogeneous  coordinates  are  used  to 
represent projective transformations by means 
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of  matrix  multiplications.  With  Cartesian 
coordinates  matrix  multiplication  cannot 
perform  the  division  required  for  perspective 
projection.  In  other  words,  with  Cartesian 
coordinates  a  perspective  projection  is  a  non-
linear transformation. 

 
Fig. 1. Homography 
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With  H:  Homography  matrix.  M:  The  model 
points  in  space.  m:  The  model  points 
projection on the picture. 

C. Homography estimation 

Points  are  the  simplest  and  fundamental 
features  that  can  be  used  for  estimating 
homography.  They  have  also  been  the  main 
focus  of  the  researchers  for  homography 
estimation.  These  methods  recover  the 
homography  as  a  linear  relationship  on  point 
and line features. These are the main ones: 

 Direct  Linear  Transformation  (DTL) 
using point correspondences. 

 DLT using line correspondences. 
 Robust estimation using RANSAC. 
 Statistical optimization. 

 

Particle Swarm Optimization 

The  basic  idea  of  the  PSO  algorithm  works  by 
having  a  population  (swarm)  of  candidate 
solutions  (particles).  These  particles  wander 
around  in  the  search-space  according  to  a  few 
simple formulas. The movements of the particles 
are  guided  by  their  own  best  known  position  in 
the search space as well as the entire swarm’s best 
known position. 
When  improved  positions  are  discovered  these 
will  guide  the  movements  of  the  swarm.  The 
process  is  repeated  and  a  suitable  solution  will 
eventually be discovered. 

 
Fig.2. General cycle of particle swarm optimization process 

Resolution of the Homography Matrix Based 
on PSO 

A. First estimation of H 

Having the model points coordinates in space (the 

axes  ),( YX and  the  origin  chosen  in  the 

picture) and their correspondent ones in the image 
pixels,  we  follow  the  inverse  operation  for 
matrices multiplication. 

mMH    (1) 

Each particle will  represent a vector of nine real 
positions  which  represent  the  solution  of  the 
Homography  matrix.  In  the  next  step  every 
particle will try to find a solution for: 

0- MHm  

B. Algorithm description 

The  resolution of  the Homography matrix PSO-
based undergoes several steps to find the best or 
the optimal values of the matrix. 
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a)  Step  1.  Initialization:  For  each  particle,  we 
initialize a random position and a random velocity 
value; this one must be within a specified interval. 

b) Step 2. Evaluation: In PSO, the success of the 
method  is  in  the  good  choice  of  the  evaluation 
function  which  is  called  fitness  function.  The 
main  purpose  for  using  it  is  to 
minimize/maximize  its  result.  For  our  problem 
we used the function: 

0- MHm  

With m, M are 3×n  (n points number chosen  in 
the  picture)  matrices  and  H  is  a  3  ×  3  matrix 
described as follow: 



















963

852

741

xxx

xxx

xxx

H  

With  Xi  (i=1...9)  are  the  position  vector  of  the 
particle.  So,  to  calculate  the  fitness,  the  particle 
must have a position that satisfies Eq.(1). To have 
a  good  constraint  on  the  position  vector  we 
modified Eq.1 to: 

0)( -- TT HMmym   (2) 

With: 

3,2,1,1, 321 iiii MxMxMxy    (3) 

3,2,1,2, 654 iiii MxMxMxy    (4) 

3,2,1,3, 987 iiii MxMxMxy    (5) 

After  the  calculation  of  y,  we  did  choose  the 
Euclidean distance function to minimize: 




-
3,
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2
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n

ji
jiji ymfitness   (6) 

Last  thing  to  do  in  this  part  is  to  check  if  the 
fitness of a given particle is its best one to save or 
else keep the old one, in addition we look for the 

best  fitness of neighbors and also save  it  for  the 
update step. 

c)  Step  3.  The  update:  In  this  step,  we  update 
every  particle’s  velocity  and  position  using  the 
standard equations. 

Experimentation 

A. Application on synthesized images 

For the experimentation, we tested the algorithm 
using synthesized images and real ones. First, we 
select  the  same  feature  points  in  two  pictures. 
Next we launch the swarm with pixel's positions 
as data. The final result is the Homography matrix 
i.e  the  best  position  of  the  particle  that  has  the 
smallest fitness. 

 

Fig.3: synthesized chessboard with 80 points 

 

Fig.4: The evolution of the swarm using 4 points dataset 
(A zoom in region) 

B. Application on INRIA dataset 

We used Krystian Mikolajczyk's applet for Stereo 
Vision,  and  INRIA  dataset  to  test  our  approach, 
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the  applet  is  available  here.  The  figures  5,  6 
show  the  superiority  of  PSO  Homography  over 
the used approach in the applet (SVD). 

 

Fig.5: Error Projection comparison: Blue crosses are the 
chosen points, Green are the projection using PSO 

Homography, Red are the Mikolajczyk's applet results 

 

Fig.6: Error Projection comparison (Cartesian Distance) 
Red: PSO Error, Green: SVD Error 

Discussion 

We proposed PSO for Homography calculation in 
camera  calibration  process  because  lots  of 
raisons, we may explains the important ones. 

 First  of  all,  we  know  that  the 
computational  approach  for  Camera 
Calibration  Homography  is  an 
approximation  that  is  found  in  the  Least 
Square  Sense  with  the  calculation  of 
Singular  Value  Decomposition  (SVD), 
which is very complicated technique. 

 One may go with a computational method 
to  gain  precision  and  accuracy,  but  we 
proved  that  PSO  gives  better  accuracy 
comparing to Mikolajczyk's applet which 
use SVD to solve Homography. 

 Also we know that the classic approach is 
composed of too many stages; each one is 
more  complicated  than  the  other 
(Bidiagonalisation,  Householder 
transformation,  Diagonalisation.  .  .  )  not 
as  PSO  approach  which  is  very  simple 
once the fitness function is found. 

 Last  positive  point  about  PSO  is  the 
flexibility, one could change neighboring 
architecture  and  other  sophisticated 
techniques to speed up the convergence. 

Conclusion 

In  this  paper,  we  presented  an  alternative 
approach  for  Homography  calculation  using 
Particle  Swarm  Optimization.  We  tried  to 
simplify  a  complex  mathematical  technique  by 
using  an  evolutionary  approach.  The  operation 
needs  4  points  (minimum)  coordinates  to  get 
good  results.  The  experimentation  showed 
easiness  of  implementation,  and  large  gain  of 
time  and  accuracy.  Thus:  the  superiority  of  our 
approach. 
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In  this  paper,  we  present  a  Local  Histogram  Equalization  (LHE)  based  method  to 
improve the visual quality of foggy images. From the fog-degraded image we separate 
all  three  color  components  and  apply  the  enhancement  algorithm  to  each  of  these 
components. To mitigate the issue of blocking artifacts generated from Local Histogram 
Equalization with non-overlapping blocks, we propose to process blocks by overlapping 
them.  Processing  smaller  block  size  yields  better  visual  quality  at  the  expense  of 
relatively higher processing time, therefore, we also propose to use statistically optimal 
block  size  to  obtain  a  good  visual  quality  in  reasonable  time  duration.

Introduction 

In  practice,  it  is  often  observed  that  visual 
quality  of  images  gets  deteriorated  due  to 
various  natural  phenomena.  Fog  or  haze  is 
one such phenomenon, caused by presence of 
suspended  water  droplets  in  the  air.  Fog 
removal  or  defogging  of  an  image  is, 
therefore,  an  important  requirement  that 
applications ranging from navigation, outdoor 
surveillance etc. 
The  visual  quality  degradation  of  an  image 
due to fog, is a function of fog density and the 
distance  of  the  scene.  Quality  of  visibility 
depends on the extent of scattering caused by 
water  droplets  present  in  the  fog.  All  the 
methods available in literature can be broadly 
classified  into  two  categories  -  Physical 
model  based  methods  [1]-[6]  and  Image 
Processing  based  methods  [7]-[10].  In  the 
first  category,  Huang  et  al.  [2]  proposed  a 
bilateral  filtering  based  method  for  fast 
recovery  of  foggy  images.  Shwartz  et  al.  [3] 
suggested  a  method  to  remove  spatially 
varying  contrast  by  stray  radiance  (airlight) 
method. The key claim in their method is that 
a  hazy  scene  recovery  is  only  possible  by 
subtraction of airlight. Kim et al. [4] proposed 
to  estimate  airlight  using  a  cost  function 
based  on  human  visual  model.  They 
subtracted  the  estimated  airlight  map  from 

degraded  image  to  enhance  its  quality.  The 
luminance  component  of  image  is  employed 
for  airlight  estimation.  Oakley  et  al.  [1],  [5] 
suggested a simple correction for contrast loss 
in foggy scenes. They restored scene contrast 
by  approximating  distribution  of  radiance  in 
the scene. This is done by a Gaussian function 
with known variance and mean. Their method 
does  not  use  any  estimate  of  weather 
information. Robby T. Tan et al. [6] estimated 
the color of skylight and the values of airlight. 
In  the  second  category  i.e.  Image  processing 
based methods, Z. Xu et al. proposed Contrast 
Limited  Adaptive  Histogram  Equalization 
(CLAHE) [7]. Major drawback of this method 
is  that,  often,  noisy  pixels  also  get  enhanced 
along  with  enhancement  of  the  foggy  pixels. 
However,  the  same method  when  applied  on 
medical  images  yielded  good  results  in 
improving  visibility  of  such  images.  They 
also proposed Bilinear Interpolation Dynamic 
Histogram  Equalization  [9]  method.  The 
given  image  is  divided  into  sub-images  of 
some  smaller  size  and  then  partitioned  into 
corresponding  sub-histograms  without 
domination  in  Jia  et  al.  [10]  who  proposed 
using  Content  Adaptive  Local  Contrast 
Enhancement  algorithm  (CLAHE)  and  non-
overlapping  block  processing  only  on  luma 
component  of  YCbCr  part  of  image.  We 
propose  a  similar  algorithm  in  this  paper. 
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They  applied  their  method  in  YCbCr  color 
space  with  non-overlapping  blocks  whereas 
we  apply  the  CLAHE  algorithm  on  each  of 
the  RGB  color  spaces  using  overlapping 
blocks.  We  call  this  as  pre-processing  stage. 
Due to the overlapping, some of the pixels get 
equalized by its neighborhood pixels and haze 
is  significantly  removed.  This  causes  much 
better nearer vision than obtained by methods 
reported in literature. Moreover, in the second 
stage  we  applied  the  CLAHE  algorithm  [7] 
for  post-processing.  The  post-processing  is 
applied on  intensity  component of  the  image 
processed  in  the  first  stage.  This  is  done 
because  intensity  component  also  gets 
enhanced after reducing the noise level in the 
pixels of image.  

Proposed Algorithm 

In  this  paper,  we  present  an  overlapping 
block-by-block,  contrast  limited  adaptive 
histogram  equalization  (CLAHE)-based 
method.  This  is  intended  to  overcome 
limitations  of  CLAHE  algorithm.  The 
proposed  method  is  based  on  the  general 
observation  that  human  vision  system  is 
highly  sensitive  to  noise.  The  proposed 
method is described as follows. 
The  foggy  image  captured  by  camera  is 
divided into blocks and these blocks are taken 
in  such a way  that  they overlap over a  small 
number of columns. Each block of the image 
is  split  into  R,  G,  B  channels  respectively. 
Now  each  channel  of  the  block  is  processed 
by  CLAHE.  Finally,  the  block  processed  in 
each  component  is  converted  back  to  RGB 
block  image.  The  above  procedure  is 
followed for processing of all  the overlapped 
blocks. 
Now  the  processed  image  is  converted  from 
RGB  color  space  to  HIS  color  space.  The 
reason of conversion in HIS representation  is 
the  fact  that  the  human  eye  color  sensation 
matches  with  HIS  representation.  After  this 
conversion,  the  intensity  component  of  the 
image is processed by CLAHE while Hue and 
Saturation  components  are  left  unchanged. 
Finally,  the  image  processed  in  HIS  color 
space  is  converted back  to RGB color space. 
By using the block segmentation of an image 
for  each  region,  as  in  the  case  of  an  image 
with  various  depths,  the  contribution  of 

airlight  vary  according  to  region.  The  small 
region  can  be  considered  to  have 
approximately  same  fog  density  in  that 
region. Thus, processing a block according to 
its surrounding pixels. 

Overview of CLAHE 

In general, local histogram of a pixel, x, is the 
same  as  the  histogram  of  pixels  in  a 
rectangular  window  with  the  pixel  x  into  its 
center.  Only  the  pixels  within  the  local  area 
are  considered.  But  according  to  the 
characteristic  of  human  vision,  the  visual 
systems  change  with  the  region  and  these 
systems  are  affected  by  the  surrounding 
environment.  To  solve  these  problems,  S.M. 
Pizer  [8]  proposed  a  method  which  is  called 
contrast  limit  Adaptive  histogram 
equalization  (CLAHE).  The  CLAHE  method 
applies histogram equalization to a contextual 
region. Each pixel of original  image is  in  the 
center  of  the  contextual  region.  The  original 
histogram  is  clipped  and  the  clipped  pixels 
are  redistributed  to each gray  level. The new 
histogram  is  different  from  the  original 
histogram,  because  each  pixel  intensity  is 
limited  to  a  user-defined  maximum.  So 
CLAHE  limits  the  noise  enhancement.  The 
algorithm  proposed  in  this  paper  is  intended 
to  overcome  the  limitation  of  CLAHE 
algorithm. 

Improved CLAHE 

CLAHE establishes a maximum value to clip 
the  histogram  and  redistributes  the  clipped 
pixels equally to each gray level. It limits the 
noise  while  enhancing  the  contrast.  By 
increasing  ClipLimit,  the  noise  in  the  dark 
background  is  enhanced  to an extent  that  the 
image  starts  looking  messy.  The  parameter 
ClipLimit  sets  a  limit  for  the  contrast 
enhancement.  The  higher  value  of  ClipLimit 
gives  higher  contrast  and  a  more  flat 
histogram. To brighten the foreground and to 
prevent  a  highly  noisy  background,  the 
parameter  value  of  ClipLimit  is  statistically 
obtained  as  0.05  by  experimenting  on  large 
number of images. CLAHE operates on small 
regions  in  the  image,  called  tiles,  rather  than 
the  entire  image.  If  the  number  of  tiles  is 
increased by powers of 2, we will get higher 
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value  of  number  of  tiles,  dividing  the  image 
into  smaller  regions  for  local  histogram 
equalization. On increasing number of tiles, it 
gives  a  better  contrast  in  the  foreground. 
However,  when  the  number  of  tiles  is  too 
large, the data points in each tile would be too 
few for equalization to do a good adjustment. 
 
The  method  proposed  in  this  paper  has  the 
following  advantages  over  other  local 
adaptive histogram equalization methods. 
1. Processing  image  by  overlapping 
blocks  increases  level  of  enhancement. 
Histogram  is  equalized  on  a  pixel  by  pixel 
basis  as  each  pixel  characteristics  is 
dependent on its surrounding i.e. overlapping 
block. 
2. The  level  of  enhancement  for  each 
region  of  the  image  is  determined  by  local 
image statistics. These statistics are estimated 
on a block-by-block basis. 

Detailed Procedure 

The detailed steps of the proposed method are 
as follows: 
1 The image  is split  into smaller blocks 
and  the  blocks  are  divided  into  R,  G  and  B 
parts respectively. Apply CLAHE method on 
them.  Then  by  overlapping  the  blocks,  we 
take the smaller size of block and then divide 
each  block  image  component  into  different 
tiles for local enhancement. 
2 In  addition,  we  perform  post-
processing  to  further  improve  the  image 
quality  by  adjusting  the  illumination  of  the 
image. 
3 In HIS color space, keep  the H and S 
part  unchanged  and  process  Intensity  part 
with  the  same  clipping  limit  of  CLAHE 
method. 
4 After  processing  Intensity  part  of 
image,  the  H,  S  and  processed  I  part  are 
combined  and  converted  back  to  RGB  color 
space. 

Experimental Results and Discussions 

In  order  to  evaluate  performance  of  our 
method,  we  tested  it  on  different  types  of 
images  degraded  by  fog.  Some  results  are 
shown  in  Fig  1.  Fig.  1.d  shows  the  original 
foggy  image.  Fig.  1.e  shows  the  result  by 

CLAHE  [7].  The  result  is  enhanced  but  the 
distant visibility still needs improvement. Fig. 
1.f shows the result by Haze removal [11], but 
in  this  algorithm,  the  artifacts are  also  added 
which  were  not  initially  present  in  the  given 
image. For instance, Fig. 1.f.ii shows that the 
output  intensities  are  lowered  giving  black 
artifacts.  Similarly,  Fig.1.g  is  the  result  of 
Visibresto [12] which enhanced the image but 
the distant vision is still not clear. But Fig. 1.h 
shows  the  results  of  the  proposed  algorithm 
which  are  better  than  various  methods 
compared. As we decrease size of the blocks, 
we  found  that  haze  removal  capacity  of  our 
algorithm  improves.  In  this  algorithm,  we 
have used 64x64 size of the block that results 
into a total of 81(9x9) number of tiles for the 
images of dimension.The proposed block size 
is obtained statistically. 

Conclusion 

In  this  paper,  we  present  a  contrast  limited 
Content  Adaptive  Histogram  Analysis  that 
sets  the  visibility  restoration  from  a  single 
image  without  using  any  extra  information 
and enhances the contrast of images. Our aim 
in this work is to improve the visual quality of 
distant  objects. From  the  figures, we  can  see 
that  most  of  the  fog  has  been  removed  from 
the  images.  This  gives  better  contrast 
enhancement  and  brightness  compared  to 
other techniques. We believe that our method 
can  be  very  useful  in  various  fields/systems 
such  as  outdoor  surveillance  systems, 
intelligent  vehicle  systems,  remote  sensing 
systems,  graphics  editors  etc. Encouraged by 
good  results  of  the  system,  the  proposed 
method can be used for real time applications 
related to fog removal. 
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In  this  research  we  give  the  theoretical  description  of  an  artificial  nonlinear  cellular 
neural network  , different combinations of network parameters,  that are used for edge 
detection  in  the  image,  results  of  the  practical  research  of  the  possibility  to  use  the 
network for the tasks of an operational edge detection. 

 

Introduction 

Modern  applied  image  processing  has  some 
tasks that should be solved in the conditions of 
the current time. These tasks appear during the 
operational  monitoring  of  the  ecological 
situation,  in  the  process  of  making  automatic 
navigation systems that precise data on filming 
results and in some other tasks. 
One of these tasks is the detection of contours 
that is enough to continue automatic matching 
of  video  data  with  topography  maps  [1].  The 
solution  of  this  task,  suitable  to  be  used  in 
mass-volume,  must  fulfill  the  following 
criteria: 
- low time study; 
-  low  computational  costs(  thus,  low  solution 
cost); 
-  accuracy  that  will  be  enough  to  make  an 
automatic  matching  of  the  image  with  the 
video card. 
The last demand supposes not detection of all 
edges,  that  can  be  seen,  but  detection  of  the 
most  extensive  ones  and  their  additional 
(according  to  the  contour’s  nature) 
approximation.  So,  for  example, 
approximation  may  be  necessary  when  we 
detect  the  edge  of  the  water  object,  that  is 
planted  with  vegetation,  growing  on  the  bank 
and not shown in the map. 
Current edge detection algorithms don’t fulfill 
all conditions that were specified previously: 
-  algorithms,  based  on  differential  operators 
and  Sobel  operator  (including  algorithm 
Canny)  detect  a  plenty  of  contours,  not 

important  for  the  task  of  the  automatic 
matching of  the  image with a video card,  that 
leads to  the increasing of computing and time 
difficulties of the matching algorithm; 
-  algorithms,  based  on  wavelet  conversions 
(Gabor  wavelet  and  others),  Hough  method, 
require  substantial  computing  expenses, 
connected  with  more  operations  with  floating 
point. 
The purpose of  this research is  to develop the 
edge  detection  algorithm  that  can  fulfill  all 
conditions described above. 
In  the  present  work  we  offer  to  use  an 
algorithm  based  on  nonlinear  cellular  neural 
networks for edge detection. 

Theoretical description 

Nonlinear  cellular  neural  networks  (NLCNN) 
is  two-dimensional  artificial  neural  system 
with  the size  H ×W  neurons.  In  this  research 
we presume that NLCNN’s size U . 

Every  neuron  calculates  its  output  t
ijy   at  the 

moment of time  t  ccording to the collection of 
input  data,  taking  into  account  the  feedback 
inside  neuron.  In  this  work  we  consider 
NLCNN, which work is quantized in time- the 
feedback  influences  neuron’s  work  with  the 
retard of one network iteration. 
The scheme of a neuron’s structure is given in 
the picture 1. 

The algorithm of neuron   i, j  on a iteration  t  

consists [2]of the following steps: 
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1.  the data  of  the original  image  t
ijU   come  to 

the neuron’s input, network neuron outputs  t
ijY  

of the previous iteration and feedback’s weight 
1t

ijx - ,  besides  t
ijU U   and  t

ijY Y ,  so  each 

neuron  has  its  own  two  dimensional  local 

sensor field  t
ijF  with the size  th × tw . 

 

 
Fig. 1. Neuron 

 

 As  t
ijU   we  take  the  window,  sized   t th ,w  

pixels  in  the  image  U   with  the  center  in  the 

pixel   i, j ; 

2. computing of (1) and (2): 
 
 

 

 t t t
ij ij i'j'

ti', j' Fij

A = A u


 ,  (1)

 

 

 t t t
ij ij i'j'

ti', j' Fij

B = B y


 ,  (2)

 

where  t
ijA   and  t

ijB   functions  are  nonlinear 

functions  of  computing  the  nature  of  a 

neuron’s connection with matrix elements  t
ijU  

and  t
ijY ; 

3. computing of (3): 
 
  xij

t
= − xij

t− 1
+ Ȧij

t
+ Ḃij

t
+I ij

t

, 
(3)

 

where  t
ijI  is threshold value; 

4. computing of (4): 
 
   1t+ t

ij ijy = f x ,  (4)

 
where  f   is  the  function  of  the  neuron 

activation. 

It  is  shown in  [2]  that  t
constY Y  and  t  , 

thus, the network can be stopped if one of the 
following conditions is carried out: 

- the network performed a rather great quantity 
of iterations; 

- 1t+ tY Y < e- ,  where  e   is  chosen 

according to the task. 

After  network  standstill,  the  matrix  Y t+ 1
  is 

accepted as output network matrix. 
The  time  and  the  result  of  the  network  is 
adjusted to the following parameters: 

-  the  sizes  th ,  tw   of  the  local  sensor  neural 
field; 

- functions  t
ijA  and  t

ijB ; 

- thresholds  t
ijI ; 

- neuron activation function  f . 

The  process  of  NLCNN  work  may  be 
threaded.  Within  the  scope  of  this  work  was 
made  hardware-software  system  of  edge 
detection,  including  multicore  graphic 
processor,  supporting  common  computing 
video card  technology. During the experiment 
each  neuron  worked  in  a  separate  current, 
which  were  synchronized  at  the  end  of  the 
network iteration. 

Experimental part 

In  the  experimental  part  we  studied  the  time 
study  of  this  algorithm  and  suitability  of 
different  combinations  of  the  network  value 
parameters for edge detection. 
For  thinning  and  approximation  were  used 
algorithms, described in [3]. 
In  picture  2  the  frame  of  text  video 
consequence  is  given.  Qualitative  edge 
detection in the frame in the context of the task 
of semiautomatic matching with the video card 
is  river  edge  detection,  lakes  edges  detection 
and horizon detection. 
 

 
Fig. 2. Test video frame 
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In  [2]  are  given  the  following  values  of  the 
network, used for edge detection: 
 

-  3t tw = h = ,  1t
ijI = - ; 

-   
8u

t
i'j't t

ij i'j' t
i'j'

u , i' i j' j
A u =

, i' = i j' = j

 -    
 

  

; 

-  
0,

2y
t t
ij i'j' t

i'j'

i' i j' j
B u =

, i' = i j' = j

    
 

  
; 

-   
1 1

2

x+ x
f x =

- -
. 

The  results  of  algorithm’s  running  with  these 
parameters are shown in picture 3 and 4. 
 

 
Fig. 3. Edge detection results [2] 

 

 
Fig. 4. Edge detection results - thin, approximated lines 

[2] 

 
During  this  research,  several modifications  of 
the  given  parameters  were  analyzed.  So, 

different  ways  of  function  f representation 
were  researched.  In  the  pictures  5  and  6  are 
given  results  of  NLCNN  work  in  the  case  of 
using  hyperbolic  tangent  as  neuron  activation 
function. 

Hyperbolic tangent (and any sigmoid function) 
allows  obtaining  gradual  threshold 
modification  and  improves  the  result  of  edge 
detection of the objects. 
Except  hyperbolic  tangent  in  NLCNN,  the 
results  are  shown  in  pictures  5  and  6,  were 
used some other improvements- changing size 

of  sensor  field  and  nonlinear  function   t
ijA  

and   t
ijB . 

 

 
Fig. 5. The results of edge detention (hyperbolic tangent 

as a function) 
 

 
Fig. 6. The results of edge detention-thin approximated 

lines (hyperbolic tangent as a function) 

 
In  table  1  are  given  time  studies  for  edge 
detection  by  different  algorithms.  Time  study 
assessment was made in the computing system 
of the following components: 
- hardware component: 
- CPU - Intel Core i5 3337U (CPU speed : 2,7 
kilo  megahertz,  4  computational  cores,  the 
cache L3-3 megabytes); 
-  GPU  -  AMD  Radeon  HD  8750M  (CPU 
speed-775  kilo  megahertz;  RAM  is  2048 
gigabytes  (DDR3  technology);  384 
computational cores); 
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- RAM is 4 gigabits DDR3; 
- software: 
-  OS  GNU/Linux  (the  version  of  Linux  core 
3.8.6); 
-  OpenCL  standard  realization  in  catalyst 
drivers of version 13.1. 
 
Table 1. Comparison of temporal efficacy of 

edge detention algorithms 
Algorithm  The  time  of  text  frame 

processing  (  sec.,  average, 
according to 1000 running of the 
algorithm) 

NLCNN  0.01 
Sobel  0.015 
Canny  0.019 
Prewitt  0.011 
Gabor  0.04 

Conclusions 

According  to  the  results  of  this  research,  we 
can  make  a  conclusion  that  edge  detection, 
based on NLCNN, fulfills conditions, required 

by the task of automatic image and video card 
matching in the algorithm of edge detection. 
The  parallel  version  of  the  edge  detention 
algorithm  based  on  NLCNN,  has  low  time 
study,  able  to  work  in  a  relatively  cheap 
(comparing  with  other  means  of  threading 
computation) multicore processors, supporting 
common  computing  technology  in  the  video 
card and allows to get enough accuracy of the 
most  important  edge  detection  (extensive  and 
distinct)  for  automatic  matching  of  the 
contours in the image. 
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We  propose  a  technique  for  determining  the  so-called  zones  of  interest,  i.e.,  scene 
fragments  that  contain  given  objects  and  their  neighborhoods.  We  use  a  collection  of 
spatially  juxtaposed  images  as  the  initial  data  and  do  a  vector  locally  homogeneous 
random field as a scene model. 

 

Introduction 

The shape of an object  is an important 
unmasking  feature.  Optoelectronic  systems 
project  a  scene  onto  a  plane  perpendicular  to 
the  observation  direction.  This  allows  one  to 
classify  objects  not  by  their  shape  but  by  the 
shape of their projections.  

The  construction  of  projections  which 
form  a  scene  of  objects  is  called  the 
segmentation.  Evidently,  the  segmentation  of 
the  whole  scene  is  much  more  difficult  than 
that  of  its  fragment  containing  only  a  given 
object  and  some  its  neighborhood.  We  treat 
such fragments as zones of interest. Therefore, 
it  makes  sense  to  begin  the  determination  of 
given  objects  on  a  scene  with  the 
determination of zones of interest.  

In [1] this problem is solved in the case 
when the only initial information on a scene is 
its  one  image.  In  this  paper  we  consider  a 
general  case  when  the  scene  interpretation  is 
based on using a collection of several spatially 
juxtaposed  images.  Such  collections  are 
formed  by  multispectral  optoelectronic 
systems.  At  each  pixel  of  a  scene  they 
concurrently  measure  the  electromagnetic 
radiation  in  several  spectral  zones.  We  treat 
the  collection  of  images  obtained  in  such  a 
way as the vector image of the scene.  

In  the  first  section  we  propose  a 
mathematical model of a scene.  In  the second 
section  we  determine  zones  of  interest  and 
study  their  properties.  In  the  third  section  we 

describe  the  method  used  for  determining 
zones of interest.  

1. Vector locally homogeneous scenes 

Let 
2Z   -  be  an  integer  grid  in  a  plane.  We 

treat  a   -dimensional  random  variable 

  j
j

zz 1)(ξ
  as  a  pixel  and  do  a 

countable  family  in  the  form 
2)(

Zzz 
ξ

  as  a 

vector scene. Each coordinate of the pixel 
j

z , 
ν1  j

,  is  a  scalar  random  variable  which 

takes  on  values  in  the  set 
},...,0{ nY 

.  It 

describes  the  j -th  property  of  the  pixel,  and 
its  value  becomes  known  only  after  the 
measurement (photographing) of the scene. All 
random  variables  are  defined  on  one  and  the 

same probability space 
),Α,Ω( P

. 

Let    and  )( j
z

j
zx    for all 

2Zz  

and 
ν1  j

.  For  each  j   we  call  a  map 

YZx j 2:  in the form 
j
z

j xzx )(  the  j

-th scalar  image of  the vector scene and write 

2)(
Zz

j
z

j xx



. We understand the image of 

the scene as the collection  ν1)(  j
jxx

. 
We are mainly interested in objects rather than 
in  separate  pixels.  Each  object  on  a  vector 

scene is defined by a finite set 
2ZA , which 
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is  called  its  projection,  and  a  family 

AaaA  )(ξξ
  of  vector  random  variables 

with  values  in 
νYY .  Let  Aa

j
a

j
A  )(

, 
ν1  j

. Then we can equivalently represent 

the object as    j
j

AA 1)(ξ
. Its image is the 

family  AaaA  )(xx
, 

A
A Yx    or 

 j
j
AA x 1)(x

.  

We assume  that  for  the object  Aξ   the  family 

Aaa
j

A  )(
, 

 j1
, is a fragment of a 

homogeneous  random  field  with  the  mean 

value 
j
Am

  and  the  covariation  function 
j
AK

. 

We  understand  the  mean  value  AEξ   of  the 

object  as  the  family   j
j
AA m 1)(m

.  In 

what follows we assume that 
0)( zK j

A  as 
|| z .  In  accordance  with  the  Slutsky 

theorem,  
 

j
A

Az

j
zA

j
A mxx  


||

1

 

 

in  the  sense of  probability.  That  is, 
j
Ax

  is  an 

unbiased and consistent estimate for 
j
Am

. We 
treat scenes which satisfy indicated conditions 
as vector locally homogeneous scenes.  

2. Zones of interest on vector locally 
homogeneous scenes 

Let us treat points  z  and  t  in 
2Z  as neighbor 

points,  if  the  Euclidean  distance  1),( tzd . 

For a finite set 
2ZA  we denote by  )(AFr  

the  boundary  consisting  of  points  of  this  set 

which have neighbors in  AZ \2
.  

We  treat an object  Aξ , whose projection  is a 

simply  connected  domain,  as  a  spot,  if  it  has 
the  following properties:  there exists a  square 

Q   in 
2Z   such  that  ))(\( QFrQA ,  the 

family  AQ \ξ , which is called a neighborhood 

or a background of the object, is a fragment of 
a  vector  homogeneous  scene,  and,  finally, 

0),( \ AQAd mm .  If  so  then  we  call  Qξ  

the zone of interest of the object  Aξ .  

 Let  us  describe  properties  of  spots  necessary 
for  determining  zones  of  interest.  We 
understand a square neighborhood centered at 
a point z with radius r as the subset 

 

2
1 1 2 2( , ) { :| |, | | }B z r t Z t z t z r  - - 

, 

 
consisting of  |),(| raBn   points.  

Theorem  1.  Let  Qξ   be  a  zone  of  interest 

containing  a  spot  Aξ   and  its  background 

AQ \ξ , and let  Qx  be a vector image of  Qξ . If 

AraB ),(   and  )\(),( AQrzB    are 

disjoint neighborhoods such that each of them 
consist of n points, while 

 





),(

1

raBt
ta

n
xx

 and 





),(

1

rzBt
tz

n
xx

,  

 

then  ),()( \ AQAza dd mmx,x    as 

n  in the sense of probability. 
Theorem  2.  Let  Qξ   be  a  square  on  a  vector 

homogeneous  scene  allowing  the  application 

of  the  Slutsky  theorem,  and  let  Qx   be  its 

image.  If  ),( rzB   and  ),( rtB   are  disjoint 

neighborhoods  in  Q   consisting  of  n  points, 

and 
 





),(

1

rzBt
tz

n
xx

 and 





),(

1

rtBz
zt

n
xx

, 

 

then  ),( ztd xx 0  as  n   in  the  sense 

of probability.  

Theorem  3.  Let  Qξ   be  a  zone  of  interest 

containing  an  object  Aξ   and  its  background 
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AQ \ξ .  If  _ )\(),( AQrzB j  ,  sj 1 , 

and  AraB ),(  are pairwise disjoint square 

neighborhoods consisting of n points, while 
 





),(

1

raBt
ta

n
xx

 and 





),(

1

rzBz
zj

j
n

xx

, 

then the probability 
 

)1),,(),(( \\ sjddP AQjAQa  mxmx
 

tends  to  1  as  n   with  each  positive 
integer  s .  

Theorem  4.  Let  Qξ   be  a  square  on  a  vector 

scene  obtained  by  moving  summation  over  a 

square  neighborhood  with  radius  r̂ ,  and  let 

Qx  be its  image.  If  )ˆ,( rrzB j  ,  sj 1 , 

and  )ˆ,( rrzB    are  pairwise  disjoint  square 

neighborhoods  in  Q ,  each  of  which  consists 

of n points, while  zx  and  jx  obey equalities  

 





),(

1

rzBt
tz

n
xx  and  




),(

1

rzBt
tj

j
n

xx ,  

sj 1 , 

 
then  
 

 )1),,(),(( sjddP QjQz mxmx
0 

 
as  s  with any fixed  r .  

3. Determination of zones of interest 

Let  Aξ   be  some  spot;  denote  its  diameter by 
)(Ad

.  Assume  that  for  any  square  such  that 

its  side  length    and 

)(\ QFrQA
 the family  Qξ

 is the zone of 

interest  for  Aξ .  Let  an  integer  number  l   be 

such  that 
LlAd  2)(

, and  let  0z  be a 

node  in 
2Z .  Denote  orts  )0,1(1 e   and 

)1,0(2 e .  Choose  a  number     (we  call  it 

the  step  length)  and  construct  on 
2Z   the 

family 
),( lQ

  of  squares  with  the  side 

length  of  l ,  where  the  left  upper  vertex  z  
obeys the equality 
 

ZjZiejei  ,,zz 210 . 

 
The following assertion is valid.  

Theorem  5.  If     satisfies  the  inequality 
1)(1 -- Adl

,  then  there  exists  a 

square  Q   in 
),( lQ

  such  that  Qξ
  is  the 

zone of interest for  Aξ . 

Theorem  5  implies  that  the  family 
),( lQ

 
for  each  object  contains  at  least  one  zone  of 

interest.  In  order  to  exclude  from 
),( lQ

 
squares  which  are  not  zones  of  interest,  we 

refer  all  squares  in 
),( lQ

  to  two  classes. 
Let  the  first  class  consist  only  of  zones  of 
interest and  let  the second one contain all  the 
rest  squares.  Let  us  divide  the  boundary 

)(QFr
  to  s  disjoint  parts  jFr

, 
sj 1

, 
each of which contains n points, and calculate 

 





jFrt

tj
n

xx
1

 and  



)(|)(|

1

QFt
tF

QF
xx . 

 
As  an  indicator  of  a  square  Q   centered  at 

2Za with  a  side  length  of  l   we  consider 
the value of the map  

 

}{
ˆ

af ( x )=




 -
s

j
FrjFra ddI

1
[,0] )),(),( xxxx( . 

 

By  definition,  )(ˆ
}{ xaf   equals  the  number  of 

estimates  for  jx   satisfying  the  inequality 

2)(  AdL
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),(),( FrjFra dd xxxx  ,  that  is, 

sf a  )(ˆ0 }{ x .  

In  order  to  prove  the  efficiency  of  }{
ˆ

af   we 

consider two classes of equal squares. Denote by 

1   the  class  consisting  of  zones  of  interest 

whose  center  coincides  with  the  center  of  the 
neighborhood  ),( raB   that  belongs  to  the 

corresponding  projection  of  the  spot.  Denote  by 

2   the  class  consisting  of  fragments  of 

homogeneous  random  fields  (that  is,  containing 
no zone of interest). Vector locally homogeneous 
scenes  obtained  by  moving  summation  over  a 

neighborhood  with  radius  r̂   have  the  following 
property. 

Theorem 6. Let  )( 1P  and  )( 2P  be a priori 

probabilities,  let  jFr ,  sj 1 ,  be  connected 

fragments consisting of n pixels of  the boundary 

)(QFr   such  that  2),( ji FrFrd r̂ ,  and  let 

}{
ˆ

af   be  the  indicator  of  the  square  Qξ  

corresponding to  r  and  s . Then for any  0e  
there  exist  )(es   and  )(en   such  that  the  error 

probability  )( )(
)(
e
e

s
nhe  of the decision rule  

 

)(
)(

ˆ e
e

s
nh ( }{

ˆ
af (x)) =











)()(ˆ,2

)()(ˆ,1

}{

}{

e

e

sf

sf

a

a

x

x
, 

 
classifying squares in  , does not exceed e . 
Let us illustrate the proposed method with results 
of determining zones of interest with the help of 
infrared  images  (Figs.  1--3)  obtained  in  spectral 
zones  of  0.7-1.1,  3.0-5.0,  and  8.0-12.0  µm, 
respectively.  See  Fig.  4  for  the  result  of  zones 
determination.  

 

 
Fig. 1 

 

 
Fig. 2 

Zone boundaries  are  colored  green.  For  some 
objects we have obtained two zones, while six 
zones were classified erroneously. 
 

 
Fig. 3 

 

 
Fig. 4 

 

Conclusion 

We  formally  define  the  notion  of  a  zone  of 
interest  on  a  vector  locally  homogeneous  scene 
and propose a method for determining such zones 
with the help of spatially juxtaposed images.  
 

References 

1. R.M. Aleev, S.A. Martynov, V.B. Fofanov. Remarks 
on  Searching  Zones  of  Interest  in  Locally  Uniform 
Scene  //  Pattern  Recognition  and  Image  Analysis: 
Advances in Mathematical Theory and Applications. 
– 2012. - Vol. 22, No. 1. - PP. 150-156. 



151 

1 This work is supported in part by the Russian Foundation for Basic Research  
(the projects 12-07-00266-а, 12-07-00270-а, 13-07-00351-a, 13-07-00459-a, 13-07-00461-a). 

AUTOMATIZATION COLORIZE GRAYSCALE IMAGES BASED 
INTELLIGENT SCENE ANALYSIS1 

A. Alekseev 2,3, V. Rozaliev2,4, Y. Orlova2,5 

Alekseev A., Rozaliev V., Orlova Y. Automatization colorize grayscale images based intelligent scene analysis 
2 Volgograd State Technical University, Volgograd, The Russian Federation 

3alekseev.yeskela@gmail.com, 4vladimir.rozaliev@gmail.com, 5yulia.orlova@gmail.com 

This  paper  introduces  a  methodology  for  adding  color  to  grayscale  images  based 
intelligent scene analysis. Towards this goal, we build on a technique that was recently 
developed  to  transfer  colors  from  a  user-selected  source  image  to  a  target  grayscale 
image with some modification. Search method will be shown a color source image. We 
propose improvements to existing solutions through intelligent scene analysis image. At 
the end we show results of colorize.  

 

Introduction 

Coloring  grayscale  images  in  a  way  that  seems 
realistic  to  most  human  observers  is  a  problem 
that has recently attracted renewed interest within 
the  computer graphics  community. The  coloring 
problem  amounts  to  replacing  a  scalar  value 
stored  at  each  pixel  of  a  grayscale  image  by  a 
vector  in  a  multi-dimensional  color  space.  This 
problem doesn’t have a unique solution, because 
in the transition to grayscale image unsalvageable 
lost color information. 
Today,  there  is  some  of  software  that  allows 
coloring  grayscale  images.  But  in  these  systems 
humans must meticulously hand-color each of the 
individual  [1]  image  regions.  For  example, 
Recolored system [2]. In addition, there are some 
articles  that  describe  a  fully  automatic  coloring 
[3][4],  but  they  aren’t  used  intelligent  scene 
analysis. 

Colorize technique 

Fig.  1  illustrates  the  proposed  technique  to 
color  a  grayscale  image  using  information 
from database of color images and database of 
objects.  The  technique  consist  of  two  steps: 
colorize  overall  part  of  image  and  colorize 
objects,  if  they  are  found.  User  can  add  and 
delete  images  of  base  of  color  images,  but 
can't  add  or  delete  objects  of  base of  objects, 
because  to  objects  are  put  forward  more 
stringent requirements. 

 
Fig. 1. Colorize technique. 

 
Today,  most  of  the  existing  systems  stop  at  the 
first step. The second step is a key feature of the 
proposed technique. 
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Signature of image 

Signature  –  128  float  values,  obtained  from 
normalized  histogram  of  l  channel  lab  color 
space.  In  [4]  has  been  shown  that  128  – 
optimum number of elements signature. Fig. 2 
demonstrates a process for preparing signature.  

 

Fig. 2. Signature of image 

 
Two signatures are compared [5] on the basic 
of correlation (1) between them: 
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where  H1  and  H2  –  signatures,  N  equals 
number  of  elements  signature  (N=128)  and 
��
� (�) equals (2): 
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Base of color image 

Fig.  3  illustrate  adding  image  to  base.  The  base 
contains color  images and pairs of signature and 
name  of  the  image.  Name  of  image  is  unique. 
These pairs provide a fast search required image 
according  its  signature. User  can  add and delete 
image. 

 
Fig. 3. Base of color image 

Verification quality of the result  

Method  of  verification  based  on  structural 
similarity (SSIM) index [6]. The SSIM index is a 
full  reference  metric;  in  other  words,  the 
measuring  of  image  quality  based  on  an  initial 
uncompressed  or  distortion-free  image  as 
reference, therefore we must do the following: for 
test  color  image  get  his  grayscale  variant  and 
colorize it, then we get SSIM (3) for source color 
image and the result of colorize and multiply by 
100%. 
 

����(�, �) =
(2���� + ��)(2��� + ��)

(��
� + ��
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where 

�� – the average of �; 

�� – the average of �; 

��
� – the variance of �; 

��
� – the variance of �; 

��� – the covariance of � and �; 

С� = (���)
�, С� = (���)

�  two  variables  to 
stabilize the division with weak denominator; 
L – the dynamic range of the pixel-values; 
k1 = 0.01, k2 = 0.03 – constants. 

Transfer color from source color image to 
target grayscale Colorize technique 

Once  an  appropriate  source  color  image  has 
been  selected  for  a  given  target  grayscale 
image, we use  the method of Welsh et al.  [7] 
to transfer the chromatic information from the 
source  to  the  target  image,  while  keeping  the 
luminance of the latter unchanged. 
Welsh’s  method  based  compares  small  pixel 
neighborhoods  on  the  luminance  channels 
color  and  grayscale  images.  In  small  pixel 
neighborhood  calculate  the  average  and 
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variance.  The  modification  is  to  change  the 
size of neighborhood from 5x5 to 25x25. 
Fig. 4. demonstrates a change SSIM index and 
time of coloring depending on the size of pixel 
neighborhood. 

 
Fig. 4. The dependence the time of coloring and SSIM 

index of the pixel size of the neighborhood 

Find objects on image 

Object is a triple (4): 
� = {�, �, �},                       (4) 

where  
S – speeded-up robust features (SURF) interest 
points and descriptors; 
C – Hu moment of main contour of object; 
G  –  object  color,  it  is  values  of  l,  a  and  b 
channels [8]. 
SURF  is  a  robust  local  feature  detector,  first 
presented by Herbert Bay et al. in 2006. It uses 
an  integer  approximation  to  the  determinant 
(6) of Hessian matrix (5). For features, it uses 
the  sum of  the  Haar wavelet  response  around 
the point of interest.  
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where 
H  –  The  Hessian  matrix  for  the  two-
dimensional function; 
det(H) – determinant of Hessian matrix; 
f(x,y) – arbitrary two-dimensional function. 
With  the  SURF  object  is  localized  in  the 
image.  Then  in  this  location  we  find  all 

contours  and  find  most  similar  Hu-moment. 
Moment (7) of contour is a gross characteristic 
of  the  contour  computed  by  integrating  over 
all  of  the pixels of  the  contour. There  are  the 
central  (8),  normalized  (9)  and  Hu  moments 
taken  in  the  sum  just  displayed.  The  Hu 
invariant  moments  are  linear  combinations  of 
the central moments. The idea here is  that, by 
combining  the  different  normalized  central 
moments,  it  is  possible  to  create  invariant 
functions  representing different  aspects  of  the 
image  in  a  way  that  is  invariant  to  scale, 
rotation, and reflection [5]. 

� �,� = ��(�, �)����,                 (7)

�

���

 

where  p  is  x-order  and  q  is  y-order,  whereby 
order  means  the  power  to  which  the 
corresponding  component  is  taken  in  the  sum 
just displayed; I(x,y) – contour. 
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where xavg = m10/m00 and yavg = m01/m00. 

��,� =
��,�
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                  (9) 

As  a  result,  objects  on  image  localized  based 
SURF  method,  then  find  contour  based  Hu 
invariant  moments  and  colorize  Welsh’s 
method inside this contour. 
Coloring  objects  on  image  allows  improving 
the  quality.  On  fig.  5  shows  colorize  image 
without colorize objects, index SSIM=77.58%. 

 
Fig. 5. colorize image without colorize objects 

 
On fig. 6 shows colorize image with colorize a 
car,  index  SSIM=79.62%.  We  received 
improving quality to 2% from this car. 
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Fig. 6. Colorize image with colorize objects 

Results of colorize 

On  fig.  7  presents  some  results  of  colorize 
image, which were obtained by using software 
developed [9][10]. 
 

 
Fig. 7. Result of colorize 

Conclusion 

In  this  article  we  propose  a  methodology  for 
adding  color  to  grayscale  images  based 
intelligent  scene  analysis.  Two  steps  of 
coloring allow improving quality as compared 
with only first step. The  first step  is based on 
Welsh’s  method  transferring  color  between 
color  and  grayscale  images.  It  has  a  major 
drawback:  when  a  large  number  of  different 
color  tones of  the  image  (e. g.  photo of  sport 
car)  results  can  be  severely  incorrect.  The 
second  step  must  to  fix  this  problem.  It  is 
based  on  the  method  of  SURF  and  contour 
analysis. But coloring objects has a problem: a 
large  number  of  objects  are  very  time-
consuming.  To  test  the  methodology 
developed  a  program  [11],  the  article 
presented  the  results  of  work  the  developed 
software. 
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 The  objective  of  this  work  is  to  develop  efficient  algorithms,  robust  and  automated 
fusion image frames for mosaics and super resolution from the selection of a region in 
the mosaic.  Image registration  is a fundamental step in combining several  images that 
make  up  the  scene.  Our  research  is  based  on  the  determination  and  extraction  of 
characteristics  defined  by  the  SIFT  algorithm  (detector  /  descriptor)  and  RANSAC. 
Validations real data show the effectiveness of our techniques proposed. The difference 
of  this work  is  the way  to get  the matching and  merging of  images because  it occurs 
dynamically between elements common images that are stored in a sparse matrix. 

 

Introduction 

The  development  of  techniques  that  enable  the 
generation  of  high  resolution  images  from  a 
image  sequence  has  been  useful  in  several 
applications,  such  as  for  vehicle  license  plate 
identification [1], facial  identification of possible 
suspects (criminals, for example) in images from 
secury  systems  [2][3],  the  generation  of    high-
resolution  aerial  images  from  video  pictures  or 
digital  camera,  to  determine  diagnoses  through 
medical  images  [4]  or  even  the  detection  of 
diseases in their early stages. In astronomy, it can 
reveal  new  stars  or  better  identify  them  by 
algorithms  applied  to  these  images,  and  also 
reconstruct  old  films  [5][6],  minimizing  the 
amount of noise and blurring that appear in each 
frame designed.  In  all  applications mentioned,  it 
is  essential  to  have  visualization  with  a  higher 
level of detail from one or more specific areas of 
interest  in  an  image;  this  is  essential  to  obtain 
high resolution. However, high-resolution images 
are  not  always  available;  this  motivates  the 
investigation  of  super-resolution  techniques. 
Super-resolution is the process of obtaining a high 
resolution image from one or more low resolution 
images [3]. 

Digital  images  can  not  present  a  radiometric 
resolution  (sharpness)  and  or  geometric  (size) 
satisfactory  for  analysis,  whether  due  to  natural 
factors  such  as  excessive  light,  or  even  by  the 
characteristics  of  the  mechanism  being  used  to 
obtain  these  images.  It  is  possible  that  these 
images of poor quality have been reused, i.e. from 
a  sequence  of  images  of  poor  quality.  It  is 
possible to obtain a quality superior to those that 
are being analyzed. The brightness level of each 
image point of highest resolution is determined by 
the  fusion  of  the  corresponding  points  in  other 
images, all transformed (rectified).  
In  this  paper,  we  present  an  algorithm  for  the 
automatic  construction  of  mosaics  of  high-
resolution  digital  images.  This  is  an  area  of 
current research in the fields of photogrammetry, 
computer  vision,  digital  image  processing  and 
computer graphics. For  the generation  of  a  high 
resolution  image  from  aerial  images,  which 
compose a bigger  scene,  evidenced  in  a mosaic, 
the  correlation  between  the  various  images 
contained  in  the  mosaic  was  used  in  this  study, 
where  one  of  the  images  was  defined  as  the 
reference image for each process generation. 
Mosaics  of  images  can  be  used  in  several 
applications,  even  in  biological  images  (mainly 
for  microscopic  images)  [5],  weather  forecasts 
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and the construction of large collections of aerial 
and  satellite  images  to  control  large  areas  of 
crops/pastures/forests [6]. The generation of high-
resolution  images  based  on  a  sequence  requires 
first  that  the  images  belonging  to  the  scene  be 
rectified,  i.e.,  the  image  registration  must  have 
been  executed.  The  image  registration  is  the 
process of overlapping two or more images of the 
same scene taken at different times, from different 
viewpoints,  and  or  by  different  sensors.  The 
process  geometrically  aligns  two  images.  From 
this,  you  can  create  a  new  image  with  greater 
precision,  that  may  be  used  for  more  detailed 
analyses, as evidenced in several studies related to 
this line of research [1]. 
The  remaining  sections  of  this  paper  are 
organized  in  the  following way:  in next  section, 
we presented  the  techniques used  for  automated 
image  registration  used  in  this  work.  After,  we 
present the methodology used in the work for the 
generation of super-resolution images. Finally, we 
present the experiments, results and discussion.  

Techniques used for automated image 
registration 

The match  is  the process adopted  to  accomplish 
the  registration of  two  images,  and  for  this,  it  is 
necessary  to  identify  the  region  of  overlap 
between  them. This  is done by  finding common 
points.  The  initial  difficulty  is  to  find  the 
keypoints in the first image, which can be located 
in the second image. One possible approach, also 
used in this study, applies the algorithm SIFT [4] 
to  find points of  interest  in  the  two  images,  and 
then uses the RANSAC algorithm [4] to remove 
incompatible points. 

SIFT Algorithm 

This algorithm consists in a very efficient method 
to  identify  and  to  describe  image  keypoints, 
which  is  done  by  performing  a  mapping  with 
different views of an object or scene, resulting in 
a  vector  with  128  values  that  describes  each 
image  keypoint.  The  algorithm  consists  of  the 
following steps: 
Scale-space extrema detection: The keypoints are 
detected  applying  a  cascade  filtering  that 
identifies  candidates  that  are  invariant  to  scale. 
The scale-space is defined as a  function L(x,y,)  
in  Equation 1, with an input image I(x,y) [4]. 

L(x,y,) = G(x,y,) * I(x,y)  (1) 

where  *  is  a  convolution  in  x  and  y  with  the 
Gaussian G(x,y,) in Equation 2. 

  (2) 

In  order  to  detect  stable  keypoint  locations  in 
space-scale, Lowe [4] proposed the use of space-
scale  extrema  in  the  difference-of-Gaussian 
(DoG) function convolved with the image I(x,y), 
resulting  in  D(x,y,),  which  can  be  computed 
from  the  difference  of  two  nearby  scales 
separated by a constant multiplicative factor k, as 
in Equation 3. 

D(x,y,) = (G(x,y,k) – G(x,y,)) * I(x,y)  (3) 

The  DoG  is  an  approximation  of  the  scale-
normalized  Laplacian  of  Gaussian  22G  [4]. 
The maxima and minima of 22G  produce  the 
most stable image features. 
Local extrema detection: from D(x,y,), in [4], it 
is  suggested  that  the  local  maxima  and  minima 
must be detected by comparing each pixel with its 
eight  neighbors  in  the  current  image  and  nine 
neighbors  in  the  scale  above  and  below  (26 
neighbors).  SIFT  guarantees  that  the  keypoints 
are  located  at  regions  and  scales  of  high 
variations, which make these locations stable for 
characterizing the image. 
Orientation assignment: The scale of the keypoint 
is used to select the Gaussian smoothed image L, 
with the closest scale, so that all computations are 
performed  in  a  scale-invariant  manner.  The 
gradient  magnitude  m(x,y)  is  computed  with 
Equation 4. 

  (4) 

where x = L(x + 1, y) - L(x - 1, y) and  y = 
L(x, y + 1) - L(x, y - 1). The orientation (x,y) 
is calculated by Equation 5.             

  (5) 

Keypoint  description:  The  next  step  is  to 
compute  a  descriptor  for  the  local  image 
region  that  is  distinctive  and  invariant  to 
additional  variations,  such  as  change  in 
illumination  or  3D  viewpoint.  In  [4]  is 
suggested  that  the  best  approach  is  to 
determine the magnitudes and directions of the 
gradients around the keypoint location. In this 
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approach  the Gaussian  image on  the keypoint 
scale is used. 
In order to find the match between two images 
it is possible to use the keypoints detected with 
the SIFT algorithm. In [5][6] is proved that the 
best  match  for  each  keypoint  is  found  by 
identifying  its  nearest  neighbor,  which  is 
defined by minimizing  the Euclidean distance 
to the features vectors. To avoid an exhaustive 
search  in  the  use  of  a  data  structure  k-d  tree 
that  supports  a  balanced  binary  search  is 
suggested  to  find  the  closest  neighbor  of  the 
features  and  the heuristic  algorithm Best-Bin-
First (BBF) is used for the search. 
RANSAC  (RANdom  SAmple  Consensus) 
algorithm proposed by Xing and Huang [3]  is 
a  robust  estimation  method  designed  to 
identify the inliers1  and outliers2  from the set 
of  keypoints  detected  by  the  SIFT  algorithm. 
RANSAC  is  widely  used  for  object 
recognition [3][6]. 

Methodology 

This  section  describes  the  methodology  used  in 
the study  to accomplish  the generation of super-
resolution images from sequences of images that 
form  a  mosaic  of  images  (Fig.  1).  The 
implementation of  this methodology  favored  the 
validation process of the elements used to obtain 
the image in question. 
We describe four important steps for the process 
application: 
a.  Collection  of  Images:  The  images  were 
taken by digital cameras.1 
b.  Registration  and Rectification: SIFT was 
used  to  determine  the  matching  points  between 
the  images.  After  the  parameters  were 
determined,  there  was  simultaneous  rectification 
and  resampling  of  the  images  that  belong  to  a 
sequence  relative  to  reference  image.  Based  on 
the  parameters  that  allowed  the  recording  of 
images  (detected  and extracted by  the SIFT and 
selected  by  RANSAC),  we  determined  the 
matching between  the  images of  interest. As  the 
coordinates  of  the  images  are  projected  on  the 
pixel  fractions,  it  was  necessary  to  perform  an 
interpolation  between  the  neighbors  in  order  to 
determine the brightness level relative to what is 

                                                 
1 inliers: data points that fit a particular model within an error 
tolerance. 
2 outliers: data points that do not fit a particular model within an error 
tolerance. 

desired  to  determine  the  super-resolution  image 
on  the  basis  of  a  real  and  not  just  calculated 
increase in resolution. 
c.  Fusion:  the  mosaic  generation  step  is 
accomplished  by  merging  the  corresponding 
pixels  in  the  rectified  images  belonging  to  the 
scene,  with  respect  to  the  reference  image.  In 
parallel  with  this  process,  it  was  necessary  to 
build data  structures based on dynamic  lists  that 
merge  to  form  a  similar  model  for  a  sparse 
matrix.  This  process  resulted  in  the  labeling    of 
each point of the original image mosaic to which 
it belongs, in order to generate a higher resolution 
image  based  on  the  original  sequence.  The 
implementation done allows these data structures 
to  be  expanded  in  any  direction,  displacing  the 
original  data  and  its  indexes  according  to  the 
insertion request. 
d.  Super-resolution: the last step is obtained 
by  selecting  the  area  of  interest  in  the  mosaic 
generated. From this, a super-resolution image is 
generated based on the data linked to the images 
that belong to the desired area. 

 
Fig. 1: Methodology for generating image super 

resolution from the selection of an area of a mosaic. 

Steps to generate the images from mosaics 

In  this  step  it  is  necessary  to  label  each point 
of  the  original  image  to  which  it  belongs,  to 
make  it  possible  to  generate  a  higher 
resolution  image  based  on  the  original 
sequence, leading to formation of the tiles. 
The  structures  used  are  described  below, 
starting with the data structures to carry out the 
rectification  in  memory  of  each  pixel,  which 
was a sparse matrix (Fig. 2). 

 
Fig. 2. Sparse matrix for storing the pixels of the images 

that belong to the mosaic. 

Important fields that store elements are capable of 
accessing any element that is part of this structure. 
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The  construction  of  the  sparse  matrix  is  made 
during  the  process  of  generating  the  panoramic 
image. 

Results and Discussion 

This  section presents  the  experiments performed 
and  validated  by  the  tool  based  on  the 
methodology  adopted.  The  implemented  system 
was  tested  with  simulated  data  and  real  data. 
Several experiments were done with color images 
during  the work,  to determine  the best  sequence 
for  the  application  of  methods  to  generate  an 
image  with  better  resolution  from  image 
sequences that form a mosaic of images acquired 
with  the  purpose  of  extracting  detailed 
information  from  the  designed  region.  In  the 
following  subsections,  we  present  some 
experiments that demonstrate the efficiency of the 
process. 

Experiment - Sequence of urban aerial 
images  

The set of aerial images used (300x300 pixels) is 
related to urban images with overlap, thus making 
possible the construction of the mosaic from those 
images  for  subsequent  selection  of  a  part  of  the 
same,  in  order  to  generate  higher  resolution 
images from the selected region. Fig. 3 shows the 
set of images analyzed. 
 

Fig. 3. Sequence of urban images. 

 
 Fig.  4  shows  the  mosaic  generated  that  also 
contains  a  storage  structure  of  the  points  of 
overlap between  the  images  that  compose  the 
mosaic. 
 

 
Fig. 4. Image mosaic generated from the set of images 

of Fig. 3. 

Fig.  5  shows  the  image  super-resolution  with 
twice  the  size  of  the  selected  part  from  the 
mosaic and generated based on real data from 
images that compose this area of the mosaic. 

 
Fig. 5. Selected and extracted image after selecting the 

chosen region. 

Fig. 6 (a) shows a extrapolation of the radiometric 
resolution  of  the  original  images  used  for 
generating  the  mosaic,  while  (b)  shows  the 
extrapolated  resolution  of  the  super  resolution 
image  obtained.  It  is  evident  that  the  serration 
existing  in  (b)  was  attenuated  due  to  the  use  of 
real  data  of  existing  overlap,  proving  the 
efficiency of the proposed method. 
 
 
 
 
 

Fig. 6. Portions extrapolated from Fig. 2 and 3, 
respectively.  
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The  new  bottom-up  semantic  segmentation  method  with  task-specified  adaptation  is 
proposed.  Segmentation  is  performed  on  fused  feature  map,  creating  as  the  weighted 
sum  of  hue,  saturation,  and  value  components  from  HSV  colour  space.  Similarity 
criterion for pixels grouping and maps fusion weights were optimized by particle swarm 
optimization  (artificial  bee  colony).  Method  performance  was  evaluated  on  the  facial 
image  segmentation  task. Segmentation performed  on  the maps mixture demonstrated 
better accuracy than single map-based segmentation, i.e. it contains the segment that fit 
the face area rectangle, detected by Viola-Jones method. 

 

Introduction 

Image  and  video  segmentation  is  a  computer 
vision  branch  aims  at  image  separation  into 
areas  that have  to  fulfill certain conditions.  In 
the  case  of  semantic  segmentation  these 
conditions require the correspondence between 
segments  and  objects,  i.e.  the  automatic 
segmentation  have  to  be  the  same  as  manual 
one could be. 
Within  bottom-up  approach  [4]  the 
segmentation  is  based  on  grouping  of  similar 
pixels  in  terms  of  low-level  features,  such  as 
colour  or  brightness.    The  lack  of  enough 
information  at  local  scales  to  detect 
semantically important regions is mentioned as 
the  main  disadvantage  of  bottom-up 
segmentation  [2]. Such additional  information 
about objects comes from top-down adaptation 
[3]  in  a  form  of  constraints  or  after  learning 
procedure.    Several  segmentation  algorithms 
are  based  on  combination  of  bottom-up 
segmentation and top-down presetting [5].   
One  of  the  fundamental  problems  within 
bottom-up segmentation is the formalization of 
pixels  similarity  criterion  that  can  vary 
depending  on  the  segmentation  type: 
background  subtraction,  cosegmentation, 
objects separation, etc. 
Background  subtraction  aims  to  separate 
constant  background  and  moving  foreground 
object  in  video  sequence  [7].  Homogeneity 
(pixel  similarity)  criterion  for  this 

segmentation  type  is  based  on  features 
constancy  during  a  period  of  time. 
Cosegmentation  is  a  joint  segmentation  of 
images  sequence  in  order  to  detect  similar 
objects  in  them.  Cosegmentation  methods  are 
based  on  background  modeling  and  object 
classification algorithms [10].  
Another fundamental segmentation problem is 
concerned with a selection of primary features 
for pixels grouping, for example grouping can 
be  based  on  gray-scale  intensity  similarity, 
colour similarity, saturation similarity, etc., i.e. 
segmentation  can  be  performed  on  different 
feature  maps,  like  intensity  map,  hue  map  or 
gradient map.  
We  propose  the  new  bottom-up  semantic 
segmentation  method,  where  homogeneity 
criterion  and  feature  map  are  selected  in  top-
down  model  construction  procedure.  Within 
our  approach,  instead  of  colour  or  intensity 
map processing, the segmentation is performed 
on the maps mixture, creating as the weighted 
sum of different feature maps. Hue, saturation, 
and  value  maps  from  HSV  colour  space  are 
used  in  the  mixture  with  different  weights, 
optimized  in order  to provide  the best object-
related  segmentation.  This  work  extends 
segmentation approach suggested earlier in [9] 
where  efficiency  of  simultaneous  usage  of 
components of various colour spaces has been 
demonstrated. 
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The method was assessed on  the  facial  image 
segmentation  task.  Similarity  criterion 
parameters  and  maps  fusion  weights  were 
optimized  by  swarm  optimization  method  [1] 
to  provide  such  separation  where  one  of  the 
segments  fits  to  the  face  area  rectangle, 
detected by Viola-Jones method [8].  

Segmentation algorithm 

The  developed  segmentation  algorithm  is  based 
on  the  region  growing  technique.  According  to 
the  taxonomy  suggested  in  [6]  the  proposed 
algorithm  relates  to  the  image-domain  based 
technique because it  tries  to satisfy both feature-
space homogeneity and spatial compactness at the 
same time. 
The main idea of the algorithm is to choose seed 
point and select all connected pixels satisfied the 
homogeneity criteria. These  two steps  iteratively 
repeat  until  the  whole  image  is  separated  into 
homogeneous segments. 
Seed  point  selection  procedure  starts  from  the 
origin of image coordinate system. The algorithm 
searches  for  the  pixel  which  satisfies  the 
following  criteria.  It  must  not  belong  to  both 
overthresholded  gradient  map  and  previously 
segmented areas. This condition is summarized in 
(1). 

i
n
in ATIS 1

1)( -
    (1) 

where  S  is  the  seed  point,  n  –  number  of 
algorithm  iteration,  I   is  image gradient, T –
gradient  magnitude  threshold,  A  –  segmented 
areas. 
When  seed  point  is  found  the  flood  fill 
algorithm is used to select all connected pixels 
which  satisfy  the  homogeneity  criteria  (2)  in 
the feature space.  

uPPlP - ''   (2) 

where  P  is  the  value  of  the  currently  observed 

pixel,  'P   is  the  value  of  one  of  the  pixel 
neghbours,  l  –  lower  difference,  u  –  upper 
difference. 
In current implementation the feature space is one 
dimensional. In this work the colour components 
from  HSV  space  and  mix  of  these  components 
have been used for experiments. 

Feature spaces for segmentation 

The developed segmentation algorithm takes into 
account  pixels  spatial  compactness  as  well  as 
homogeneity of pixels value in feature space. Any 

one-dimensional feature space can be used in the 
current implementation of algorithm. In this work 
four  spaces  have  been  examined  to  choose  the 
most  optimal  one  for  semantic  image 
segmentation: 
1) Hue (H) from HSV, 
2) Saturation (S) from HSV, 
3) Value (V) from HCV, 
4) Fused  colour  components  (M)  of  HSV 
space (3). 

VkSkHkM 321   (3) 

where  k1, k2, k3 – fusion  weights,  H,  S,  V  – 
components of HSV colour space. 

Video database 

In this work two video sequences have been used. 
The  first  (n=181  frames)  is  for  the  optimization 
and  second  (n=40  frames)  –  for  testing.  Both 
video  clips  have  been  captured  by  off-the-shelf 
web-camera  and  contain  one  person  sitting  near 
computer (Fig. 1).  

 

 
Fig. 1. Example of the frame from the video used for the 
parametric optimization of the segmentation algorithm. 

 
Video  was  taken  in  average  office  condition 
with daylight  source (window)  located on  left 
side  of  person.  During  capturing  the  second 
video the extra light source (fluorescent lamp) 
moving  around  the  person  has  been 
used (Fig. 2). 
 

 
Fig. 2. Example of the frame from the video used for 
testing the optimal parameters. There is the extra light 
source (fluorescent lamp) on the left side of person.  

Position of lamp varies within the video. 
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Parameters optimization 

The  aim  of  the  conducted  experiments  is  to 
optimize segmentation algorithm parameters to 
partition  image  into  semantically  meaningful 
areas,  i.e.  some  of  the  segments  have  to  fit  a 
real world object. A face has been chosen as a 
target  object.  Four  experiments  differing  by 
used feature space have been conducted.  
The  first  video  sequence  was  used  for 
optimization  of  segmentation  algorithm  and 
colour  components  fusion  weights.  In 
particular  the  following  parameter  of 
segmentation  algorithms  varied  during 
optimization: 
1) lower difference l (2), 
2) upper difference u (2), 
3) fusion weight k1, k3, k3 (3). 
The  particle  swarm  algorithm  [1]  has  been 
used for optimization. Parameter l varied in the 
range [1; 20], u - [1; 20], k1, k3, k3  - [0;1]. 
The  cost  function  D  was  computed  during 
optimization  as  sum  of  frames  cost  function 
Df.  Df  computation  utilized  information  about 
face  area  detected  by  Viola-Jones  algorithm. 
The frame was divided by segments using the 
developed  segmentation  algorithm.  Df  was 
computed  for  each  segment.  The  only  one 
segment  was  selected  which  is  the  best  fitted 
to the face area. It is done by searching for the 
minimum Df over the frame segments (4).  
 

]/)[(min f
in
n

out
nnf SkSSD -  

 

(4) 

where n – a number of image segments,  Sout – 
a  number  of  pixels  outside  of  the  facial 
rectangle, Sin – a number of pixels inside of the 
facial  rectangle,  Sf  –  an  area  of  the  facial 
rectangle,  k  –  an  extra  penalty  coefficient 
equal  to 5. This coefficient controls a balance 
between  false  positive  (segment  is  outside  of 
target object) and false negative (unconnected 
pixels inside the target object) segmentation. 

Results 

As a result of experiments the set of algorithm 
parameters (2)  and  colour  components  fusion 
weights (3)  have  been  computed  within 
optimization procedure based on the first video 
sequence  (Fig. 1).  The  parameters  are 
summarized in Table 1. 
 

Table 1. The segmentation algorithm and 
colour component fusion parameters 
achieved by optimization procedure 

Parameter H S V M 
L 1.12  15.18  5.56  11.79 
U 20  9.29  20  2.07 

K 1       0.78 
K 2       0.02 
K 3       0.35 

 
The  testing  of  algorithm  with  optimal 
parameters has been done utilizing  the second 
video sequence (Fig. 2, 3.a). To quantitatively 
estimate  segmentation  performance  the  cost 
function  Df  for  each  frame  was  computed  by 
the same manner as in the case of optimization 
(4).  The  average  and  variance  of  Df  over  the 
video sequence are shown in Table 2 (variance 
is  in brackets) along with  the same values for 
the first video used in optimization.  

 
Table 2. Result of optimization and testing 
Experiment H S V M 

Optimization 
-3,01 
(0,011) 

-0,01 
(0,699) 

-2,23 
(2,932) 

-3,14 
(0,333) 

Testing 
-3,02 
(0,019) 

0,87 
(0,179) 

-1,824 
(3,957) 

-3,34 
(0,009) 

 
It  can  be  seen  from  the  Table 2  that  the 
minimum  of  cost  function  (bolded)  was 
achieved  for  the  feature  space  constructed  by 
the  fusion  of  colour  components  (M). 
Qualitatively  this  result  can be  seen  in Fig. 3. 
It  is obvious  that segmentation  result  is better 
in  the  case  of  fused  colour  components 
(Fig 3.c). 

Conclusion 

The  seed  growing  semantic  segmentation 
algorithm  is  proposed.  Four  feature  spaces 
including fused ones have been investigated to 
achieve  efficient  semantic  bottom-up 
segmentation.  The  optimal  parameters  of  the 
segmentation  and  features  fusion  have  been 
computed  in  the  optimization  experiments. 
Optimization  was  done  utilizing  video 
captured  with  constant  light  source.  The 
testing  has  been  performed  using  the  video 
captured with moving light source. 
It  has  been  shown  that  the  face  area  can  be 
efficiently  segmented  using  fused  features 
map.  In  particular  the  mix  of  components  of 
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HSV  colour  space  has  demonstrated  the  best 
efficiency. 
 

a)   
 

b)   
 

c)   
Fig. 3. Example of the segmentation of the video 

captured with extra lighting; a) – frame, b) – 
segmentation based on hue (H), c) – segmentation based 

on mixture of colour components (M). 
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Report presents results of a new method of parametric approximation for the purposes 
of computer reconstruction of three-dimensional distributions of discrete micro-objects 
that  are  distributed  along  a  series  of  two-dimensional  cross-sections  of  the  cloud  of 
points.  In  the center of  report  is  the discussion of  the  role of modeling and  the actual 
models  in  problems  of  3D  neuron  distribution  visualization,  especially  in  the  case  of 
large arrays of primary microscopy data. The article compares conceptual backgrounds 
and  parts  of  the  technical  implementation  of  the  proposed  method  and  well-known 
three-dimensional reconstruction lofting method. 

 

Introduction 

The  current  state  of  computer  science  and 
technology  let  us  significantly  change 
traditional  approaches  to  scientific  research 
and engineering. Computer models and virtual 
3D-graphics  objects  systematically  substitute 
now real physical models and prototypes. And 
it  is  inevitable,  since  working  with  digital 
models  provides  us  with  high  level  of 
flexibility, a large number of options and quick 
critical  characteristics  calculation.  Not  the 
least  is  the  significant  resource  saving  (time, 
material  and  labor  costs)  that  also  can  be 
achieved. 

Models,  used  in  the  research  and 
development,  should  adequately  approximate 
those real or proposed objects, which they are 
intended  for.  There  is  a  lot  of  model 
constructing methods and  they vary  in a wide 
range  from  analytical  methods  for  creating 
theoretical models up to experimental ones for 
creating  simulators  that  completely 
numerically  repeat  measurements  of  real 
prototypes.  The  most  promising  are  synthetic 
methods, which optimally,  in accordance with 
some theoretical "frame", interpolate relatively 
small  amount  of  available  measurements. 

Multitude  of  these  methods  includes  three-
dimensional  reconstruction  techniques  –  the 
subject of study. 

These  methods  are  used  in  many  fields 
of  applications.  The  most  advanced  of  them 
are:  creating  CAD/CAM  reengineering 
concepts,  for  instance  in  the  automotive 
industry;  planning  of  surgical  prosthetics; 
making  models  of  buildings,  urban  fragments 
and landscape simulation structures. It is worth 
noting  also  the  use  of  three-dimensional 
reconstruction  techniques  in  the  model 
industry  (custom  fitting),  virtual  museums 
(virtual museum), etc. 

Currently,  three-dimensional  computer 
reconstruction  methods  are  quickly 
implemented  in  biomedical  applications.  The 
most  popular  these  methods  appeared  in  the 
problems of visualization and interpretation of 
the  low  resolution  data  gained  from  virtual 
cross  sections,  for  example,  in  confocal 
microscopy,  X-ray  or  CT  and  magnetic 
resonance imaging [1]. In such areas the three-
dimensional  reconstruction  from  rigidly 
positioned  two-dimensional  cross-section 
images  become  now  a  common  tool  of 
diagnostics and research [2]. 
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Suggested method backstory 

Recently  we  have  developed  a  prototype  of 
software  and  algorithmic  complex  for  the 
three-dimensional  neurons  distribution 
visualization. This development was based on 
the  concepts  of  reengineering  and  computer 
modeling  and  was  the  main  content  of  the 
project  "Research  and  development  of 
software and algorithmic methods for neurons 
automatic  recognition  and  reconstruction  of 
their three-dimensional distribution" funded by 
the  RF  Ministry  department  of  science  and 
education.  The purpose  of  this  project was  to 
automate  the  process  of  counting  surviving 
neurons  and  the  analysis  of  their  spatial 
distribution in different schemes of Parkinson's 
disease  modeling.  The  rough  experimental 
data were presented by coordinates of neurons, 
obtained  in  the process of digital microscopic 
images of mouse brain slices analysis [3]. 
This  software  complex  was  designed  as  a 
modular  system,  where  each  module  contains 
a set of algorithms  intended for  the  tasks of a 
certain  reconstruction  process  step  (pipeline). 
The  main  steps  of  interactive  reconstruction 
were:  alignment  of  adjacent  slices; 
construction  of  a  general  global  three-
dimensional  coordinate  system  that  is 
internally  connected  to  the  sample  material; 
recognition of neurons in the images of initial 
slices,  the  formation  of  planar  neuron 
distributions  based  on  the  EM-clustering,  and 
3-D  visualization  based  on  parametric  3D-
surfaces  graphics  DirectX-oriented 
approximation algorithms [4]. 
Let  us  here  briefly  describe  only  the  basic 
ideas  that  formed  the  basis  of  our  3-D 
visualization method, without lingering on the 
others  mostly  technical  steps.  The  method  is 
focused on  the synthesis of a priori, delivered 
by  the  generalized  model  of  Parkinson's 
disease  model,  and  a  posteriori  information 
representing  experimental  data  in  the  form  of 
specified  parametric  distributions.  The  result 
of  the  method  was  to  be  a  three-dimensional 
density neurons’ distribution that approximates 
recognized neurons in the microscopic images. 
The  developed  system  presents  this 
distribution  as  3D-surfaces  of  constant 
neurons’ density level interpolating the family 
of  two-dimensional  contours  to  the  space 
between  sections.  Interpolation  is  realized  on 

the base of approach that is conceptually close 
to the well-known lofting method [5]. As loft-
objects  (L-objects),  3D-surface  is  constructed 
by  forming  a  shell  on  the  series  of  cross-
sections  curves  arranged along a  certain path. 
However,  in  contrast  to  the  classical  lofting 
method,  profile  curves  are  defined  by 
parametric  closed  contours  obtained  from 
section  of  exponential  family  mixture  (EM-
clustering  result)  at  specified  density  level. 
Instead  of  interpolation  on  space  between 
sections of these contour  lines, we, in method 
proposed,  utilize  the  interpolation  of 
distribution  parameters.  For  this  reason,  we 
called  it  as  parametric  interpolation  based 
reconstruction. 

Known approaches - conventional lofting 
methods 

One of the most widely used methods of three-
dimensional  reconstruction  is  a  classical 
lofting  (or  skinning)  method  [5].  А  set  of 
cross-sections  curves  and  path  (along  which 
they  are  located)  are  given  in  the  form  of 
splines.  In  most  applications,  splines  are  B-
splines  that  are  expressed  as  linear 
combinations  of  basis  B-splines  -  finite 
functions  represented  by  polynomials  of  p 
degree on the support: 
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where C(u) – u-parameterized  spline,  { Bjp(u) 
} – B-spline basis. 
A  set  of  n+1  control  points  {Pj}  in  (1) 
explicitly  defines  the  shape  and  position  in 
space  spline  C(u),  which  approximates  this 
sequence  and  needs  not  pass  through  any  of 
these  points.  In  other  words,  C(u)  in  (1)  is  a 
such  curve  with  prescribed  smoothness  that 
most  closely  approximates  the  spatial  jogged 
line  through  points  {Pj}.  The main  feature  of 
B-splines  is  their  locality:  a  change  in  one  of 
the  control  points  Pi leads  to  C(u) 
deformations  only  in  the  immediate  vicinity 
due  to  the  finiteness  of  the  basic  B-spline 
Bip(u). 
Three-dimensional reconstruction spline-based 
lofting method is realized by following steps: 
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1. First  build  B-spline  curves  in  each  cross-
section  of  the  L-object  and  compute 
parameterization knot vector. 

2. Then,  bring  B-spline  curves  to  a  common 
degree and knot vector. 

3. And,  finally,  carry  out  interpolation  of  the 
B-spline  curves  towards  the  path  of  loft 
(called longitudinal direction), i.e. construct 
a two-parametric B-spline surface S(u,v): 
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Where  p  degree  B-splines  in  the  cross-

sections  (u parameterization) and q degree B-
splines  along  the  longitudinal  direction  (v 
parameterization) may be different,  though,  in 
practice,  p  and  q  are  equal.  Matrix  of  control 
points  {Pij}  in  (2)  uniquely  specifies  the 
location of a surface in space. 

On the basis of above-mentioned, we can 
imagine  surface  lofting  as  a  result  of  contour 
B-spline varying curve shifting upon the other 
B-spline  curves  along  the  L-object  axis.  This 
circumstance  causes  B-spline  surfaces  to 
inherit  a  lot  of  one-dimensional  spline 
features. 
Formation  of  B-spline  surfaces  by  lofting 
methods  (2)  is  widely  used  in  modern  CAD-
software.  This  method  is  very  flexible  and  is 
able  to  create  complex  surfaces,  meeting 
requirements  of  high  smoothness  as  well. 
Nowadays most professional graphic software 
suites  use  non-uniform  rational  B-spline 
(NURBS)  –  the  special  case  of  B-spline 
curves. 

Suggested approach - parametric 
approximation method 

Being  remarkable,  classical  lofting  method, 
however,  may  turn  out  inefficient  in  practice 
due  to  huge  amount  of  calculations. 
Inefficiency  is  more  evident  in  case  when 
contours  in  each  section  can  be  analytically 
expressed as  relatively  simple curves, defined 
by  few  parameters.  Just  the  case  is  3D-
reconstruction based on modeling.  
In  our  project  of  neuron  density  distribution 
3D-reconstruction,  the  function  of  neuron 
distribution  density   x


   was  modeling  as 

mixture of exponential distributions: 
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where   xh


 – some measure density, common 

for  entire  EF  distributions,  },...,{ 1 k
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Z – normalizer. 

The  structure  of  neuron  distribution  density   
(3)  as  exponential  mixture  was  chosen  for 

simplicity of parameters  j


 estimation on the 

base  of  j-th  cluster  data  observed  set 
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. In fact, due to certain feature of 

parametric exponential families [6], maximum 

likelihood parameter estimations  j


 looks as:  

 

j

n

i
j

jjj
n

xu

G

j


 1

)(

     ),(



 ,  (5) 

 
Where 

 are the moment parameters, since for 

EF   )(xu


 – sufficient statistics moments   
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Legendre transform of normalizer logarithm. 
  Iterative  EM-algorithm,  adapted  to 

poorly  intersecting clusters, was used  to work 
out  parametric  density  distribution  as  (3), 
where,  along  with  evaluation  of  parameters 

j


  (5),  there  is  need  to  evaluate  jn   as  well 

(i.e. clustering coordinates of full neuron array 
within  the  slice).  Detailed  approach  of  point 
cloud  clusterization  by  means of  2D-gaussian 
mixture model is stated in article [4].  
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This  model  of  distributed  surface  data 
representation  as  parametric  distribution  (3) 
avails  to  optimize  3D-reconstruction  process 

by interpolation of parameters  }{ jn  and  }{ j


 

to intersection space, and then recover density 
distribution using these parameters. Article [8] 
presents  detailed  accuracy  reference  in 
resolving  neuron 3D-distribution  according  to 
set  of  layer  wise  2D-distributions. 
Approximation  accuracy  criterion  is  worked 
out,  and,  using  it,  one  can  easily  estimate 
correctness  of  approximation  in  any  location 
between  sections.  Presented  method  of 
approximation is suitable for areas, where this 
criterion  does  not  exceed  certain  level, 
otherwise  one  should  use  other  methods,  for 
instance B-spline lofting. 

Conclusion 

Computer  simulation of spatial distribution of 
point  cloud  becomes  more  effective  using 
proposed  concept  of  distribution  parameters 
interpolation.  Advantage  of  proposed 
algorithms  is  the  significant  reduction  of 
required  computational  resources  due  to  turn 
multitudinous  interpolative  operations  in 
spatial  dimension  of  flat  sections  distribution 
to  the  task  of  interpolation  of  much  less 
parameters modeling distributions. 
Aforesaid  method  applied  to  reconstruction 
3D-distribution  of  neurons  from  black 
substance  digital  images [9]  approved 
proposed  algorithms  advantages  –  simplicity, 
reliability  and  weak  resource  consumption. 
Looking ahead, methods seem to be expanding 
and more effective in future research. 
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The  article  describes  the  development  of  automatic  algorithm  for  reconstruction  of 
three-dimensional  scenes  from  the video  sequence. The algorithm  is  based on  finding 
the  point  correspondences  between  frames.  Presents  the  experimental  research  of  the 
algorithm. 

 

Introduction 

One of  the main  tasks of computer vision  is  the 
task  of  reshaping  the  images.  Distinguish  active 
and passive optical methods of three-dimensional 
reconstruction.  Active  reconstruction  methods 
based  on  the  use  of  range  finders,  which  have 
high  costs.  Passive  optical  three-dimensional 
reconstruction  techniques  include  the 
manipulation  of  two-dimensional  images.  The 
passive methods include [1-4]:  
 shape from stereo;  
 shape from shading;  
 shape from texture;  
 shape from focus;  
 shape from contour; 
 shape from motion.  
Recently,  the  actively  developing  shape  from 
motion.  In  this  case  the  reshaping  of  the  scene 
from  the  sequence  of  images  from  different 
positions  taken  at  certain  times.  Most  of  the 
camera  is  also  considered  to  be  unknown  and 
restored in the course of solving the problem. To 
create  a  three-dimensional  reconstruction  of  the 
system is suggested to use a method based on the 
movement of the camera in space. This method is 
called  by  the  video  sequence  reconstruction 
(shape  from video). Restoration of  the geometry 
objects  in  the  scene  in  such  systems  is  difficult 
and  requires  significant  user  interaction.  It  is 
therefore necessary to develop new methods and 
software  for  the  automatic  reconstruction  of  the 
geometry of three-dimensional scenes of varying 
complexity.  The  proposed  reconstruction 
algorithm for video sequence is as follows. Of the 
total  number  of  images  selected  by  the  two 

adjacent  frames.  The  aim  is  to  find 
correspondences  with  the  adjacent  frame 
sequence.  Personnel  are  calculated  characteristic 
reference  points  three-dimensional  scene.  Other 
images are processed relative to the first frame. At 
each  stage  of  the  reconstruction  of  the  original 
refined and expanded.  

Synthesis algorithm of three-dimensional 
objects from video images 

The algorithm is based on the implementation 
of  the following steps  in constructing a  three-
dimensional model from a video sequence. 
Step 1. Receiving a set of raster images using 
a  digital  video  camera.  Shooting  a  subject 
comes  from  different  points  of  view.  The 
camera moves in a straight  line. The direction 
of  the  optical  axis  of  the  camera  exactly 
perpendicular  to  the  direction  of  motion 
(Fig.1).  
 

 
 

Fig. 1. The scheme for obtaining a video sequence 
 

The error in determining the coordinates of the 
camera  will  not  seriously  affect  the  accuracy 
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of  the  reconstruction,  as  the  movement  going 
in a straight line. 
Step 2.  Finding  point  correspondences  in  the 
images.  At  this  stage  it  is  necessary  to 
establish  a  correspondence  between  the  point 
features of different images of the same scene. 
To find the point correspondences are used to 
handle  them.  A  handle  -  an  identifier  of  the 
key points that distinguishes it from a group of 
points. Coincidentally descriptors are allocated 
corresponding  to  each  other  key  points. 
Descriptors  should  ensure  the  invariance  of 
finding  the  correspondence  between  the 
singular  points  of  the  transformations  of 
images.  The  paper  was  used  descriptor  SIFT 
(Scale Invariant Feature Transform). 
Step 3.  The  calculation  of  the  coordinates  of 
control points. Reference points will be called 
a  point  whose  projections  were  identified  in 
the  image detector. Two pictures with  images 
of the same site, is derived from two points in 
space,  called  a  stereoscopic  pair  of  images 
(stereo pair). The calculations use the concept 
of epipolar configuration.  In the simplest case 
of  two  identical  parallel  to  the  image  plane 
parallel  to  the  base  of  the  stereo  system 
(Fig.2). 

 
Fig.2. Epipolar configuration of a normal pair of images 

 
Epipolar  plane  is  the  plane  which  the  three-
dimensional  point ,  the  optical  centers  of 

two  cameras    and  ,  two  projection   

and   of point   on the image plane. 

Epipolar  lines  are  called  two  straight    and 

,  which  are  direct  intersection  of  epipolar 

plane with two planes   and   images. 

The distance between the optical center of the 
camera is called the base  . Knowing epipolar 
configuration parameters, one can calculate the 
spatial coordinates of the point  . 

The  camera  is  calibrated  in  advance. 
Calibration task is to determine how the pixels 
located  on  the  image  plane  of  the  camera 
relative  to  the  three-dimensional  space  of 
points,  which  are  required  to  obtain  images 
from  the  camera.  Allocate  internal  and 
external  parameters  of  the  camera.  The 
internal parameters are: 
 point  of  intersection  of  the  optical  axis  and 
the image plane; 
 scale  factors  for  the  horizontal  and  vertical 
pixel dimensions; 
 focal length  : the distance from the optical 

center to the image plane; 
 lens distortion factor: the scaling factor used 
to model the radial distortion of the lens. 
External  parameters  describe  the  location  and 
orientation of the camera coordinate system in 
three-dimensional  space.  These  include  the 

transfer  parameters    and 

rotation settings  . 

The algorithm is designed for the special case: 
there  are  internal  and  external  parameters  of 
the  camera.  Since  the  optical  axis  of  the 
camera is always directed perpendicular to the 
motion, the rotation options are ignored. 
In  our  system,  the  coordinates  of  the 
projections  of  a  point    on  the  image  plane 
can be calculated as follows 
 

, 

  , 

. 

 
 
 
(1) 

 
Step 4.  Building  a  three-dimensional  model 
from  the  computed  coordinates.  According  to 
the  calculated  coordinates  is  the  construction 
of  three-dimensional  primitives.  The 
geometric  model  is  constructed  using  the 
polygonal  geometry.  This  stage  is  one  of  the 
easiest  to  implement,  as  there  are  efficient 
algorithms  for  constructing  the  surface  of  the 
known coordinates of the vertices. 
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Conclusion 

At realization of algorithm, you need to find a 
compromise  between  the  size  of  the  field of 
view,  accuracy  and  computation  of  three-
dimensional  coordinates  of  the  found  point 
correspondences.  At  small  base  small  initial 
errors  in definition of  coordinates  can  lead  to 
considerable  errors  of  calculation  of  depth.  If 
adjacent  positions  of  the  camera  considerably 
are  remote  from  each  other  it  can  lead  to 
difficulties  in  comparison  of  dot  features 
because of mutual blanking of objects on maps 
and changes of the map of the scene. 
Algorithm  experimental  researches  on  the 
object  having  the  form  of  a  parallelepiped 
have  been  spent.  Maps  of  angular  markers 
have  been  put  on  the  parallelepiped  sides. 
Shooting  of  the  scene  from  several  positions 
has  been  made.  By  the  received  results  the 
schedule  of  dependence  of  quantity  of  the 
found  dotted  pairs  from  a  corner  of  offset 
concerning a camera home position (fig. 3) has 
been constructed. 

 

Fig. 3. Graph of the the number of point pairs found on 
the angle of move the camera 

Analysis  of  the  graph  shows  that  with 
increasing  displacement  angle  is  significantly 
reduced  number  of  point  correspondences 
found  automatically.  Thus,  the  system 
parameters  have  been  selected,  at  which  the 
displacement  angle  of  the  current  position  is 
equal  to  25  degrees.  There  have  been  studies 
of  the  developed  algorithm  on  real  objects 
(Fig. 4). 

 
Fig. 4. Building three-dimensional model from the 

image sequence 

 
It  should  be  noted  that  the  quality  of  the 
synthesized  scenes  depends  on  the  image 
complexity.  Algorithm  does  not  always  work 
correctly  with  images,  which  show  objects 
with  complex  geometric  structure,  or  if  there 
are overlapping. 
To  increase  the  accuracy  of  reconstruction  in 
the  future  we  plan  to  use  a  pre-pre-defined 
information  about  the  elements  of  the  scene: 
the  perpendicularity,  parallelism,  verticality, 
horizontality.  In  this  case,  the  three-
dimensional  reconstruction  is  based  on 
probabilistic methods of recognition. 
The  algorithm  is  implemented  in  software. 
Reconstruction  of  the  scene  is  carried  out 
automatically. 
The  proposed  approach  for  restoration  of 
three-dimensional data can be used alone or in 
conjunction  with  other  methods  of 
reconstruction to refine results. 
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In this paper, we consider the problem of optimizing the computational complexity of 
the  algorithm  for  adaptive  compression  of  binary  raster  images  (BRI)  based  on 
statistical coding using context modeling. 

 

Introduction 

Currently,  due  to  the  development  of 
information  technologies  and  Internet 
technologies,  the  transfer  of  large volumes  of 
graphic  information,  and  the  use  of  remote 
databases, great importance is attributed to the 
development  of  effective  models  and 
algorithms  for  data  compression.  To  date, 
many  different  universal  compression 
algorithms  have  been  proposed.  However,  at 
the  same  time,  in  many  areas  the  need  to 
develop  specialized  algorithms  focused  on  a 
specific  data  type  remains  relevant.  With  the 
knowledge  of  the  internal  structure  and 
specificity  of  the  compressed  data,  such 
algorithms    in  many  cases  offer  significant 
advantages  in  compression.  One  such  area  is 
the  compression  of  monochrome  black-and-
white  binary  images  (MBI).  Among  the  most 
effective methods of  data  compression with  a 
definite  structure  and  characteristics  are 
contextual  data  compression  methods,  where 
PPM is of primary importance. 

Statement of the problem 

 A compression algorithm  has been developed 
and  implemented  for  MBI  based  on  the  PPM 
method  of  context  modeling  [12].  This 
implementation  of  the  algorithm  has 
demonstrated  high  efficiency  in  compression 

ratio, but  the  time consumption was  too high. 
Besides,  in    larger  images  with  low 
redundancy, memory overflow may occur due 
to  the  growth  of  the  tree  of  context  models. 
This  paper  discusses  some  ways  to  optimize 
the  algorithm  with    respect  to  runtime  and 
RAM consumption. We also tried to solve the 
task  of  expanding  support  for  various  image 
formats and of making the application suitable 
for use on various platforms. 

Methods of solution 

Initially, the order of pixels in the context was 
organized in such a way that one could get the 
context of any lower order with one operation 
of  bit  shift.  However,  the  operation  of 
calculating  a  new  context  of  the  maximum 
order is performed much more frequently than 
the  operation  of  calculating  the  context  of  a 
lower  order.  Due  to  this,  it  was  decided  to 
optimize  the  function  of  calculating  the  new 
maximum  order  context.  To  solve  this 
problem,  the  sequence  of  context  pixels  was 
changed from the user-specified fixed one to a 
serial  line  by  line  order,  from  the  leftmost 
context pixel located on the same line with the 
pixel being coded to the rightmost one, located 
as  far  as  possible  vertically  from  the  pixel 
being  coded.  This  structure  of  context 
formation  allows  the  calculation  of  a  new 
context  in  two  steps,  with  the  use  of 
information  from  the  previous  context.  In  the 
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first  step,  the  basis  for  the  current  context  is 
calculated  from  the  previous  context  using  a 
single  bit  shift  operation  that  includes  the 
values  of  all  the  pixels  belonging  to  the 
previous  and  current  contexts.  At  the  second 
step,  the  rightmost  pixels  of  each  line  of  the 
current context are added to the variable of the 
current  context.  Thus,  the  number  of 
operations  of  addressing  the  image  was 
reduced  from  the  whole  context  value  to  the 
value of the context height. When moving to a 
new  line  of  the  image,  it  is  sufficient  to  take 
only such pixels from the image that are at the 
same  level  or  to  the  right  of  the  pixel  being 
coded, the remaining pixels will be outside the 
image boundaries  and  can be  considered zero 
pixels. To calculate  the  context when moving 
to a new line, a fixed list of serial numbers is 
used of those pixels that do not fall outside the 
screen and are either to the right or at the same 
level as the pixel being processed. Calculation 
of  lower-order  contexts  is  made  from  the 
highest  order  context  using  a    predetermined 
mask.  The  mask  is  a  predetermined  fixed  list 
of  serial  numbers  of  maximum-order  context 
pixels. 
In order to limit the consumption of RAM, an 
upper  limit  was  imposed  on  the  number  of 
context  models  stored  in  the  tree  of  context 
models.  When  the  specified  threshold  was 
exceeded,  the  AVL  tree  of  maximum-level 
context models was deleted from the memory 
and replaced with an empty AVL tree. Due to 
its simplicity, this approach has minimized the 
time  required  for  this  operation.  At  the  same 
time,  due  to  the  fact  that  the  lower-level 
context  models  remained  untouched  after  the 
operation, and due to the use of the method of 
information inheritance,  the compression ratio 
has decreased only slightly. 
Since  many  black-and-white  documents  have 
rectangular  white  margins  around  the  main 
image,  the  detection  of  such  margins  was 
implemented,  and  their  subsequent 
compression  was  performed  separately  from 
the  content  of  the  image.  By  means  of  serial 
search  of  all  the  pixels  and  finding  the 
minimum  and  maximum  values  of  the 
coordinates  of  black  pixels  in  the  image  that 
are  of  the  black  colour,  the  boundaries  of  a 
white  rectangular  area  framing  the  image  are 
found.      These  boundaries,  in  terms  of  the 
coordinates  of  the  upper  left  point  and  the 

lower right point of the meaningful part of the 
image, are recorded in the header of the output 
file. Next, the meaningful part of the image is 
separated  and  the  resulting  image  is 
compressed as normal. This approach allowed 
us  to  significantly  increase  the  speed  of 
compression  of  images  with  white  margins, 
and  to  increase  the  compression  ratio  of 
images. 
To  each  context  model,  a  reference  to  the 
ancestor context model was added, in order to 
accelerate the operation of finding the ancestor 
context model, which  is  used when  inheriting 
information  and  moving  to  lower-order 
contexts.  Context  model  trees  are  bounded 
from  the  top  with  respect  to  the  number  of 
context  models  contained.  When  a  preset 
threshold  is  reached,  the  tree  is  completely 
cleared. This approach allows one to  limit  the 
amount of memory  consumed when encoding 
noisy  images with minimal  loss  in  the coding 
rate  and  insignificant  loss  in  compression 
efficiency. 
To solve the problems of extending support to 
different formats and applicability for different 
platforms, the project was transferred from the 
Borland  C++  Builder  6  programming 
environment  to  the  Qt  4.8.2  programming 
environment.  This  transition  has  made  it 
possible  to  improve performance,  to make the 
program  structure  more  flexible,  to  add 
support for such image formats as png and tiff, 
and  also  to  provide  the  opportunity  for  
compiling  applications  to  run  on  different 
operating systems. 
To  improve  the  performance,  the  updating  of 
the  encoding  (decoding)  process  percentage 
indicator is performed not every time when the 
transition  occurs  to  a  new  line  of  the  image, 
but  only  once  in  h/100  of  such  transitions, 
where  h  is  the  height  of  the  image  being 
processed. 

Results 

To  test  the  effectiveness  of  the  algorithm, 
experiments  were  performed  on  a  test  set  of 
images  and  compared  with  an  earlier  version 
of the algorithm. 
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Table 1. Performance comparison of the 
program before and after the above-

mentioned improvements 

No. 

Time (s) 
Before  
improvements 

After 
improvements 

1  2,156  0,984 

2  7,859  5,468 
3  10,25  4,297 
4  932,32  712,634 
5  433,996  180,706 

 
The results of experimental testing are given in 
the table. 

Conclusion 

The  above  approaches  have  reduced  the 
coding  time  on  average  by  the  factor  of  1.9. 
Memory  consumption  was  also  reduced,  thus 
avoiding  memory  overflow  when  encoding 
images  with  low  redundancy.  Support  for  the 
most  common  image  formats  (png,  tiff)  has 
been  added,  along  with  the  possibility  to 
compile  programs  for  different  operating 
systems. 
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In  this paper, we propose a novel and  rigorous  framework  for globally  segmentation based on 
Non-Local Active contours  that use  the Dempster-Shafer  framework.  Instead of  the  traditional 
formulation of Non Local Active Contours, we investigated the evidential framework to find an 
alternative  to Bayesian  framework. The proposed method used all  features  issued  from vector-
valued image, including texture and color as descriptor to drive the Non Local Active Contours 
curve evolution. This formulation allows us to combine the foreground/background issued from 
the multiple channels in the same framework and to incorporate the heterogeneous knowledge in 
order to reduce the imprecision due to noise poor contrast, weak or missing boundaries of objects, 
inhomogeneities, etc.  The statistical relation between the image channels is ensured by Dempster 
Shafer rule. We illustrate the performance of our segmentation algorithm using some challenging 
medical images.  

Introduction 

Image  segmentation  is  one  of  the  most  important 
tasks  in  medical  imaging  applications,  where 
segmentation  has  been  becoming  a  powerful 
computer-aided  tool  for  cancer  or  pathological 
detection,  diagnosis  and  treatment  as  well  as  for 
surgical  planning  [1].  Segmentation  can  provide 
measurements  for  the  location,  area,  volume  of 
desired object to detect, and information allowing a 
dynamical analysis of anatomical structures. One of 
numerous  contributions  gained  the  attention  of 
scientists in the world, which concerns the original 
work of Caselles  et.  al. [3], introducing firstly the 
geodesic Active Contours (AC) models.  
Since  then,  AC  models  has  been  developed  and 
also proved to be one of  the most robust methods 
for segmentation of medical  images [1,2,3,4]. The 
key idea of these models relies on the use of curve 
evolution to detect objects in a given image. More 
precisely, this consists in deforming an initial curve 
towards object boundaries, under some constraints 
issued  from  that  image.  There  are  two  main 
approaches for AC models: the edge-based models 

[ 1,3] and the region-based models [1,2]. The edge-
based models also referred as geometric AC, utilize 
the  image  gradient  to  guide  the  evolving  curve 
toward  object  boundaries.  These  models  take 
benefice of the advantages of the level set method 
and allows automatic change of topology[1,2,3].  
The  region-based  models  make  use  of  statistical 
information  of  region  instead  of  using  image 
gradient, offering hence better performance  in  the 
case  of  noise  and  weak  boundaries  or 
discontinuous  boundaries  and  handling 
homogeneous  regions.  However,  by  using  global 
statistics,  such  models  are  not  effective  for 
segmenting objects with noise poor contrast, weak 
or  missing  boundaries  between  imaged  objects, 
inhomogeneities,  as  in  the  case  of  magnetic 
resonance  ,  positron  emission  tomography  or 
computed  tomography  images.  One  way  to 
overcome  these  difficulties  is  to  exploit  the  high 
level  knowledge about usual objects  in  an  image. 
This will  ease  the  interpretation of  low-level  cues 
extracted  from  images  which  may  be  highly 
beneficial  for  the  segmentation  methods based on 
AC  models.  Statistical  knowledge  [1,6]  and 
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additional  information  such  as  texture  and  shape 
can  improve  the AC based segmentation methods 
[1,4]. To overcome these difficulties, the statistical 
knowledge are incorporated in the AC formulation 
using Dempster-shafer framework [ 5, 6,7].  
The Dempster-Shafer (DS) framework [8] has been 
combined  with  either  a  simple  thresholding  [5],  a 
clustering  algorithm  [9],  a  region  merging 
algorithm [6] or with an AC algorithms [7].  
In  this  paper  we  propose  to  use  the  evidential 
framework  [8]  to  fuse  several  statistical 
information’s in a new descriptor and incorporates 
it  the  AC  models.  The  fusion  of  informations 
issued  from  different  feature  channels,  e.g.,  color 
channels  and  texture  offers  an  alternative  to  the 
Bayesian  framework  [7,8,9].  Instead  of  fusing 
separated  probability  densities,  the  evidential 
framework allows both inaccuracy and uncertainty. 
This concept is represented using Belief Functions 
(BFs)  [7,  9,  10,  11]  which  are  particularly  well 
suited  to  represent  information  from  partial  and 
unreliable  knowledges.  The  use  of  BFs  as  an 
alternative  to  the  probability  in  segmentation 
process  can  be  very  helpful  in  reducing 
uncertainties  and  imprecisions  using  conjunctive 
combination of neighboring pixels. First,  it allows 
us  to  reduce  the  noise  and  secondly,  to  highlight 
conflicting  areas  mainly  present  around  weaks 
boundaries . In addition, BFs have the advantage to 
manipulate  not  only  singletons  but  also 
disjunctions. This gives the ability to represent both 
uncertainties  and  imprecisions  explicitly.  The 
disjunctive  combination  allows  the  transferring  of 
both  uncertain  and  imprecise  information  on 
disjunctions  [7,  11].  Finally,  the  conjunctive 
combination is applied to reduce uncertainties due 
to  noise  while  maintaining  representation  of 
imprecise  information  at  the  boundaries  between 
areas  on  disjunctions.  In  this  paper,  we  highlight 
the advantage of evidential framework, to define a 
new descriptor based on the BFs to incorporate it in 
the formulation of the Non Local AC models [14, 
15,  16].  In  Section  2,  we  review  the  the 
segmentation  based  globally  Non  Local  active 
contours  model  .  In  section3  we  proposed  a  fast 
algorithm based split Bregman of our segmentation 
algorithm.  In  Section  4,  we  demonstrate  the 
advantages of  the proposed method by applying it 
to some challenging to some challenging images. 
 
 
 

 Globally Non Local Active Contours 

Our Non-Local AC model is inspired from that in 
[14,16] and formualates the segmentation problem 
as a stationary point of the energy: 
      min b dataE E     (1) 

where is  weighting  parameter  that  should  be 
adapted to the expected regularity of the boundary 
of  the  region.  The  characteristic  function 
framework represent the segmented region   as: 
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Note  that within  the missing  region only  the  term 
 bE  regularizes  the  contours,  which  is  thus 

expected  to  be  a  straight  line  segment  in  each 
connected  component.  Penalization  using  higher 
order  curve  derivatives  could  be  used  to  allow 
curvilinear  contours  completion,  such  as  those 
proposed in [6, 7]. 

We  introduce  an  energy  functional   dataE 

enforcing  the  similarity  of  features  located  either 

inside or outside the contoured region : 
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The function restricts  the comparison of pairs of 

patches  that  are  in  the  same  region   using 

Dempster-Shafer framwork. The function   ,T x y  

excludes  patches  whose  center  is  located  in  the 
damaged region from the comparison, this function 
can be formulated as: 
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Note  that  the  parameter     is  important  since  it 
controls  the  scale  of  the  local  homogeneity  one 
requires for the object to be segmented.  
The  non-local  interaction  between  two  patches  is 
measured using a weighted L2 distance: 

         
2

, I I

t

P K z p z p z dz - x yx y   (5) 

Where   K t is  the  gaussien  kernel  and   is 

weighting parameter used to give more influence to 
the  central  pixel.  Note  that  missing  pixels  in 
patches  are  not  accounted  for  the  computation  of 
the distance.  
The patch around a pixel x  is defined as: 

     Ip z I z x x   (6) 

For pixel neighbors   2, 2z   - . 
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In  order  to  produce  the  foreground  regionand  the 
background,  the  energy  NL ACE - is  maximized, 

w.r.t  the evolving domain,  is done with  the shape 
derivative tool [9]. Thus, the Eulerian derivative of 

dataE  in the direction ξ is as follows:  

 
 

   , ,data
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    (7) 

 Where N


is  an  exterior  unit  normal  vector  to  the 
boundary ,  , Ne


is the Euclidean scalar product 

and s is the arc length parametrization.  

Dempster-shafer rules 

The evidential framework [8, 9, 10, 11] is defined 

by  the  frame of discernment  1 2= , ,..., n    , 

composed of  n   single mutually  exclusive  subsets

i . Each element of discernment can be associated 

with  an  elementary  mass  function  noted   m  . 

The  representation  of  imprecision  and  uncertainty 
is provided through the definition of the plausibility 
(Pl)  and  belief  (Bel)  function,  which  are  both 
derived from a mass function (m). This function  m

is defined by:m  :   2 0,1  : 
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When    > 0m  ,   is  a  so  called  focal  element 

[6,8,10,11]. 
 In  this  framework,  independent  masses  mm are 

defined within the same frame of discernment as: 
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  (9) 

The  total  belief  assigned  to  a  focal  element  i is 

equal to the belief strictly placed on the region i . 

Then belief function can expressed as: 

     =i iBel m    (10) 

In  this  paper,  we  proposed  to  incorporate  the 
comparison function as a belief function:  

       , =roi roiBel m   x y   (11) 

Fast Algorithm based on Split Bregman  

A fast and accurate minimization algorithm for TV 
problem  is  introduced  in  [4,12].  We  propose  to 
solve our segmentation in this new framework and 
we formulate the variational problem as:  

      
,

, =min data
d

E d d d V d


  
 

 x x x x  (12) 

The vectorial functiond enforces =d  using the 

efficient  Bregman  iteration  approach  [7,  14] 
defined as: 
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 (13) 

The  minimizing  solution 1k  is  characterized  by 

the optimality condition: 

     = , 0,1k k
dataV div b d      -    (14) 

A  fast  approximated  solution  is  provided  by  a 
Gauss-Seidel  iterative  scheme  [7].  Finally,  the 
minimizing solution is given by soft-thresholding: 

  1 1 1= ( , )k k kd shrink b   -    (15) 

Then,  the  final  active  contour  is  given  by  the 

boundary  of  the  set  
1

2

final


 
  

 
x x .  The  two 

iteration schemes are straightforward to implement. 
The  two  iteration  schemes  are  straightforward  to 
implement.  Finally, dataV is    updated  at  each 

iteration using the belief function given in (11) and 
(9) . 

Results 

We  introduced  AC  model  that  integrates  belief 
function as statistical region knowledge. To illustrate 
and demonstrates  the accuracy of   our  segmentation 
method, we present some results of our method and 
compare them to segmentation done by the traditional 
AC model  based vector  value  image and  the model 
proposed in [15]. The three methods are evaluated on 
20  color  images  taken  from  the  Berkeley 
segmentation dataset  [15] using F-measure criterion.  
Traditional  segmentation  and  method  in  [16,18] 
boundaries  for  the  initialization around  the object  to 
be segmented, our method is free initialization and the 
segmentation done by the three method are presented 
in  Figure.1.  The  proposed  method  gives  the  best 
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segmentation  and  the  F-measure  is  better  than  the 
other methods (see Table.1) 

 

Fig. 1: Images taken from the Segbench Berkeley 
dataset [15]. In yellow color, the segmentation 

done by [16], in red color the segmentation done 
by our method. In the white color the initial curve 

of each model.  

Table 1. Quantitative evaluation of the 
segmentation(F-measure) 

Image  Our method  Method in [16] 

Image a  0.94  0.91 

Conclusion 

In  this  paper,  we  have  investigated  the  use  of  the 
evidential framework for AC model using DS theory. 
In this framework, we have investigated in particular 
the determining of mass function which represents a 
difficult  task. The  results  have  shown  that  proposed 
approach  give  the  best  segmentation  for  color  and 
textured  images. The experimental  results  show  that 
the  segmentation performance  is  improved by using 
the  three  information  sources  to  represent  the  same 
image  with  respect  to  the  use  of  on  information. 
Indeed,  there  are  some  drawbacks  of  our  proposed 
method. The proposed  is  very high  time consuming 
for  calculating  the  mass  functions.  Furthermore,  the 
research of other optimal models to estimate the mass 
functions  in  the  DS  theory  and  the  imprecision 

coming  from  different  images  channels  are  an 
important perspective issue of our work. 
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The  tree-like  model  of  a  Markov  random  field  is  under  investigation.  The  proposed 
approach is based on replacing an arbitrary graph of a MRF by a linear combination of 
acyclic  parametric  Markov  models.  The  acyclic  Markov  models  were  previously 
suboptimal  without  tuning  their  parameters.  Here  we  propose  a  simplified  cross-
validation procedure to evaluate the quality of a decision rule in the recognition problem 
and tune the Markov parameters as hyperparameters. 

 

Introduction 

It  is  often  necessary  to  make  coordinated 
decisions on objects collected in a single array of 
an  interrelated  data.  Such  interrelations  between 
array elements are presented by adjacency graphs. 
The  adjacency  graph  of  the  linearly  ordered 
arrays is a chain. 
Hidden  Markov  models  appear  to  be  very 
efficient for chain neighboring elements [1]. But 
for  arbitrary  adjacency  graphs  with  cycles  the 
problem of the Markov random field recognition 
becomes  a  NP-problem  [2, 3].  Previously  [4–6] 
the tree-like model of a Markov random field was 
proposed  and  the  algorithm  [6]  for  combining 
given  tree-like  Markov  models  was  developed. 
Based on the Gauss-Seidel scheme, the procedure 
for  estimating  of  optimal  weights  of  graphs  in 
linear combination was also proposed [6]. 
The  transition  matrix  is  a  parameter  of  the  one-
sided  Markov  model.  This  matrix  can  be 
specified by only a unique diagonal element [4–
6].  Methods  of  searching  [7]  for  the  optimal 
transition matrix and weights of acyclic adjacency 
graphs  were  proposed  to  tune  the  set  of  the 
acyclic Markov models. 
On  the  other  hand,  Markov  parameters  can  be 
considered as hyperparameters. But the tuning of 
hyperparameters  based  on  the  full  cross-
validation  scheme  requires  an  extremely  high 
computational complexity. 
In  this  work  we  propose  a  simplified  cross-
validation  scheme  to  reduce  the  computational 

complexity  and  evaluate  the  Markov parameters 
as hyperparameters. 

Acyclic Markov models in data array      
recognition problem  

Let  t T  be  an  element  of  a  data  arrayT .  A 
symmetrical  antireflective  binary  relation  is 
determined for the set of array elements  t T  
by an undirected graph  G  without  loops with 
edges  ( , )s t G   to  connect  a pair  of  adjacent 

elements  s T  and  t T . 
The array  T   is presented as a two-component 
field  ( , )X Y . The observed part  ( , )tY t T y  

takes  values  from  a  certain  set  t y .  The 

hidden  part  ( , )tX x t T    needs  to  be 

restored  and  takes  values  from  a  finite  set  of 
class numbers  {1, 2,..., }m  .  

Let  observations  ,t t Ty   be  conditionally 

independent  ( | )t t X y ( | )t t tx  y  relative to 

the hidden field  X . 
Let  the hidden  field of  classes  X  be  restored 
by the Bayesian estimation 

( ) ( , ), ( ) arg max ( | )
t

t t t t
x

X Y x t T x Y p x Y


  
  

. 

Let  the  hidden  field  X   be  a  Markov  field 
relative to the acyclic graph  G .  It was shown 
[4]  a  prior  and  a  posteriori  fields  of  hidden 
classes  X  are one-sided Markov ones relative 
to the same graph  G . 
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The supervised learning is the usual technique 
to evaluate a posteriori distributions  ( | )t t tp x y  

in the pattern recognition problem. The hidden 
field  X   can  be  recognized  by  two  passes 
along the graph  G  [5, 6]. That procedure was 
previously named as the basic algorithm. 
In [6]  the combining algorithm was proposed. 
In  this  algorithm  the  unknown  a  posteriori 
marginal  probability  distributions  for  hidden 
classes  relative  to  the  initial  adjacency  graph 
are  replaced  by  a  linear  combination  of 
distributions relative to a certain set of acyclic 
graphs  , 1,...,kG k K   approximating  the 

initial  adjacency  graph  of  the  data  array 
elements.  Graph  weights  in  combination  are 
determined based on the Gauss-Seidel scheme 
[6]. 
In  [4–6]  the  particular  model  of  a  Markov 
random  field  was  proposed.  Let  one-sided 
MRF  X  be a homogeneous ergodic reversible 
finite  Markov  chain  that  has  the  stationary 

distribution  ip ,  i  in the root  t . 

The  root  *t   is  naturally  associated  with  the 
start of processing. Let us make the stationary 
distribution as the root one. Then the marginal 
a  prior  distributions  in  all  elements  are  the 
same  as  the  stationary  distribution.  Such  a 
hidden  field  X   is  totally defined by a matrix 

( )Q m m ( ; , 1,..., )ijq i j m  , where  ijq   is  the 

transition probability from  i -th to  j -th states. 

The  stationary  distribution  ,ip i   of  an 

ergodic  reversible  Markov  chain  satisfies  to  

conditions   jiqpqp jijiji ,;   relative  to  

transition  matrix  Q .  If  the  stationary 

distribution  is  uniform,  then  ; ,ij jiq q i j  , 

and  Q   becomes  symmetric  and  twice 

stochastic. 
It is proposed for the particular model that the 
transition  matrix  Q   consists  of  the  identical 

diagonal  and  the  identical  non-diagonal 
elements.  That  matrix  Q   can  be  specified  by 

only single value of its diagonal element  q  as 

the unique Markov parameter to be tuned. 

Algorithms for parametric tuning                 
of an acyclic graph combination 

Three  algorithms  [7]  for  simultaneously 
adjusting diagonal elements and weights of the 

linear combination of a given acyclic graph set 
were proposed. The general idea of them is to 
include  the  searching  of  the diagonal  element 
in the process of graph weight adjusting based 
on the Gauss-Seidel scheme [6]. Variations of 
the  diagonal  element  q   in  the  range 

1/ 1m q    and  the  graph  weights  w   in  the 

range  0 1w    are  considered  like  the 
coordinate-wise  descent.  In  the  algorithm  А1 
all  Markov  models  for  graphs  , 1,...,kG k K  

are defined by a single diagonal element  q . In 

two  other  algorithms  А2  and  А3  each  graph 
, 1,...,kG k K   corresponds  to  a  separate 

acyclic  Markov  model  with  diagonal  element 
, 1,...,kq k K . It is shown [7] these algorithms 

demonstrate  a  high  level  of  recognition 
quality.  It  is  compared,  for  instance,  with  the 
algorithm TRWS [8, 9], which is considered as 
the most efficient one nowadays. 

Hyperparameter tuning problem 

In  general  case,  the  model  parameters  can  be 
divided  into  natural  parameters  and 
hyperparameters.  Natural  parameters  reflect  the 
essential  properties  of  a  model.  But  in  many 
cases,  it  is  required  to  determine  some  extra-
parameters,  for  instance,  to  control  the 
configuration of  the parametric model or a prior 
distribution  of  natural  parameters  given.  These 
extra parameters are called hyperparameters. 
Sometimes  the  difference  between  natural  and 
hyperparameters  is  quite  unclear.  The 
interpretation  of  parameters  as  natural  or 
hyperparameters  can  be  determined  by 
investigator’s point of view.  In particular, such a 
situation  arises  in  the  problem  of  selecting 
parameters  for  the  combination  of  acyclic 
adjacency graphs. Markov parameters and graph 
weights  can  be  viewed  as  either  natural  or 
hyperparameters. 
It  is  a  complicated  problem  to  determine  the 
correct  hyperparameters,  because  they  have  to 
restrict  the permissible decision  rules  in order  to 
avoid overfitting. Thus they can’t be directly used 
in  the  error  minimization  process  based  on  the 
training set to estimate the natural parameters. In 
model  selection  problem  hyperparameters  are 
usually  tuned by the cross validation scheme.  In 
practice  the  k -folds  cross-validation  is  often 
used with  5k   or  10k  .  In this  technique 
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the  data  is  split  into  k   roughly  equal-sized 
parts. 
Some overfitting for the validation data can occur 
in  the  cross-validation-based  hyperparameter 
optimization.  Therefore,  it  may  be  necessary  to 
use  another  so-called  test  set  that  doesn’t 
participate  in  the  cross-validation  process.  The 
statistical efficiency of the tuned model is finally 
evaluated based on the test set [10]. The standard 
way of hyperparameter tuning is the grid search, 
which is simply an exhaustive searching through 
a  specified  set  of  hyperparameter  values.  That 
tuning  scheme  requires  considerable  time  for 
multiple  training runs  that are applicable only  to 
“fast”  learning  algorithms.  There  are  no  more 
than  2-3  hyperparameters  can  be  tuned  together 
by cross-validation. 
In  this  paper,  in  order  to  avoid  the  excessive 
computational  complexity  we  consider  graph 
weights  as  natural  parameters,  and  Markov 
parameters as hyperparameters. 
In  addition,  we  propose  a  “hybrid  approach” 
consists  in  adjusting  Markov  parameters  as 
natural  in  the  same  procedure  with  adjusting 
graph weights based on the Gauss-Seidel scheme 
[7].  But  the  quality  of  the  decision  rule  is 
evaluated by a simplified cross-validation scheme 
that is similar to hyperparameter tuning scheme. 

Simplified cross-validation scheme  

In  this paper  the segmentation problem of  raster 
texture  images  is  investigated.  Segmentation  is 
performed on 100 simulated images (Fig. 1) with 
the size of 201×201. The textures of three classes 
are  realizations of  normally  distributed variables 
with slightly different means in the feature space 
of  RG-color  components.  The  error  rate  of 
independent  recognition  for  such  images  is  not 
less than 30%. 
 

    
Fig. 1 – The first simulated image and the exact 

segmentations of first four simulated images 

 
In Fig. 2 the acyclic adjacency graphs convenient 
to be used for texture images are shown. 
 

 
Fig. 2 – Acyclic adjacency graphs 

Generally the initial set of images is divided into 
training  and  test  sets,  where  the  test  set  usually 
contains 25% of the total volume of the initial set. 
Such a partition of the initial set is often repeated 
100  times.  By  repeating  partitions  some  images 
may  never  participate  in  test,  and  some  others 
may never participate in training. 
In the simplified scheme of cross-validation every 
time  we  leave  only  one  image  as  a  test  and  the 
remaining  images  are  used  to  perform  cross-
validation. It ensures that each image is used as a 
test  only  once,  and  all  images  participate  in 
training. 
In order  to  reduce  the computational complexity 
we  apply  the  non-classical  cross-validation 
scheme using only one image for training. 
It  is  known  that  a  relatively  small  amount  of 
training  set  leads  to  overfitting.  Then,  using 
only  one  image  for  training  may  not  be 
sufficient.  On  the  other  hand,  an  image  with 
the  size  of  201 201   consists  of  about  40 
thousands of pixels.  If each pixel  is  treated as 
an  object,  then  using  one  image  will  mean 
training on about 40 thousands of objects. This 
number of training objects is large enough. 
Another  reason  allowing  us  to  use  the  non-
classical  cross-validation  scheme  instead  of  the 
classical  one  is  that  the  results  of  Markov 
parameter selection on one simulated  image and 
on most of them are not very different from each 
other. It is confirmed as follows. For each image 
we  build  the  error  line  gained  by  combining 
acyclic  adjacency  graphs  with  equal weights  for 
changing  value  of  diagonal  element.  An 
analogous  error  line  is  built  on  the  remaining 
images without itself. Experiments show that the 
values of diagonal element, giving the minimums 
of errors in both cases, are almost identical (Fig. 
3). 

 
Fig. 3 – Lines of recognition errors 

Furthermore,  performing  validation  on  most  of 
images  allows  us  to  judge  about  the 
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generalization ability of  the gained decision  rule 
just right on the validation set. Therefore, among 
all  decision  rules  we  can  choose  such  that 
potentially  has  the  best  generalization  ability  by 
defining  it  as  the  one  that  gives  the  lowest 
validation  error.  Validation  error  is  the  average 
number of errors on the validation set.  
That foundation allows us to create the simplified 
scheme  of  cross-validation  for  estimating  the 
general error. The procedure is as follows. 
1. Exclude sequential  image from a given  image 
set and treat it as a test. 
2. The  other  images  form  the  training  set  on 
which  the  non-classical  scheme  of  cross-
validation  is  performed.  Another  image  is 
selected  for  training.  The  remaining  images  are 
used  for validation. Define  the set of parameters 
that gives the lowest validation error. 
3. Perform recognition on the test image based on 
the gained decision rule. 
4. Average  test error. This error  is considered as 
the recognition error on the general set. 
It should be emphasized that in such a scheme the 
cross-validation error  is defined by averaging all 
validation  errors  gained  by  different  sets  of 
parameters.  However,  the  test  error  is  evaluated 
by  the  best  set  of  parameters  among  them. 
Therefore,  the  general  error  should  be  less  than 
the cross-validation error. On the contrary, in the 
standard schemes the cross-validation error often 
gets lower. 
In  practice,  if  it  is  required  only  to  give  the 
optimal  tuning  of  parameters,  we  can  build  a 
simpler procedure without test images. The non-
classical scheme of cross-validation is performed 
throughout a given image set and it  is necessary 
just to select the parameter tuning, providing the 
least validation error. 

Experimental results 

Average cross-validation errors and general errors 
are  shown  in  Fig. 4.  The  algorithm  for  weight 
fitting by Gauss-Seidel method is the worst. The 
quality  of  the  algorithm  for  selecting  unique 
diagonal element and graph weights is worse than 
two schemes with multiple diagonal elements. 

 
Fig. 4 – General and average cross-validation errors  

If the non-classical scheme of cross-validation 
is  performed  on  all  100  images  without  test 
ones,  then  the  set  of  parameters  which  gives 
the  least  validation  error  is  formed  by  the 
following  values:  graph  weights  (0,465;  0,13; 
0,141; 0,141; 0.123)  and  diagonal  elements 
(0,37; 0,61; 0,9; 0,92; 0,82),  corresponding  to 
different acyclic graphs (Fig. 2). 

Conclusion 

In this paper we propose a procedure of cross-
validation,  which  allows  reducing  the 
computational  complexity  of  hyperparameter 
tuning.  This  cross-validation  procedure 
permits to evaluate the statistical properties of 
the  decision  rule,  and  determine  the  optimal 
combination of acyclic adjacency graphs with 
Markov  parameters  considered  as 
hyperparameters. 
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In this paper we propose an algorithm for estimating the spectral characteristics of the 
regular textures on digital images. Such characteristics represent grid structure of local 
maxima  on  image  power  spectrum.  Search  and  selection  of  the  local  maxima  are 
implemented using the procedure of non-linear filtering of the image spectrum in polar 
coordinates.  It  is  shown  that  the  results  of  the  proposed  algorithm  can  be  helpful  in 
solving  of  different  texture  analysis  problems,  such  as  texture  segmentation,  defect 
detection and periodic noise filtering. 

Introduction 

Term  “regular  textures”  is  usually  used  to 
determine  textures  which  are  successfully 
described  by  structured  approach  [1], 
according to which the texture is described by 
a set of primitive  texels  arranged  in a kind of 
regular or near-regular order [2]. Examples of 
regular  textures  can  be  found  on  large-scale 
images  of  printed  documents  (see  Fig.  1a)  or 
textile  products,  periodically  noised  images, 
striped  snapshots  of  industrial  items  (see  Fig. 
2), etc.  

a)   b)   
Fig. 1. Examples of regular (a – halftoned image) and 

irregular textures (b – grass) 

a)   b)   
Fig. 2. A fragment of a cylindrical item (a) and its 
snapshot made by a periodical light pattern (b) [4] 

Let  us  select  the  basic  problems  arising  in 
analysis of such images. 
1. Texture image segmentation.  This  problem 
occurs, for example, when we analyze printing 
documents  to  extract  texture watermarks  –  a 
kind of protection  information  embedded  into 

image  to  be  printed  by  using  different 
halftoning parameters in different  image areas 
[3]. 
2. Texture defect detection.  This  problem 
arises  in  the  quality  analysis  of  textile  [4,  5], 
industrial  products  [7],  as  well  as  printing 
products (so-called Heliotest inspection [6]). 
3. Periodic noise filtering.  This  problem 
arises,  for  example,  in  the  processing  of 
remote  sensing  data  [8]  or  in  inverse 
halftoning  (recovery  of  halftone  image  from 
binary, see Fig. 5) [9]. 
To solve all these problems it is possible to use 
methods  which  use  as  input  data  some 
measured  spectral  characteristics  of  the 
analyzed  images.  In  this  paper  we  propose  a 
set  of  such  characteristics  of  regular  textures, 
estimated  from  image power  spectrum, which 
then  can  be  used  in  solving  the  above-
mentioned  problems,  and  an  algorithm  for 
finding these characteristics. Also in the paper 
some  examples  of  the  algorithm  results,  as 
well  as  examples  of  solved  texture  analysis 
problems  using  found  spectral  characteristics 
are provided. 

A set of spectral characteristics of a regular 
texture 

Power  spectrum  of  non-sinusoidal  regular 
texture  besides  the  main  harmonic  contains 
multiple  harmonics,  which  are  repeated  with 
step equal to the texture frequency (in the case 
of asymmetric texture), or the doubled texture 
frequency (in symmetric case). Figure 3 shows 
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examples  of  asymmetric  regular  textures  and 
corresponding power spectra containing peaks 
at the multiple harmonics. 
We propose to use main frequency and step of 
multiple  harmonics  as  distinguishing 
information about  regular  texture. Thus,  for  a 
one-dimensional  texture  sought-for 
characteristics  are  main  frequency  vector  

 in 2D frequency space and grid 

step  vector    in  the  same  space. 

Power  spectrum  of  such  a  texture  can  have 
local maxima in coordinates  ,  . 

Two-dimensional  periodic  texture  in  addition 

characterized  by  vectors    and 

,  and  its  power  spectrum  can 

contain peaks  in  the parallelogram grid nodes 
with  coordinates  , 

. 

Some  regular  textures  can  have  more 
simplified model. Thus,  images obtained by a 
periodical  light  pattern  (see  Fig.  2)  have  a 
periodicity  in  only  one  direction, 
consequently,  for  these  textures    and   

are zero-vectors. Printed halftoned  images are 
characterized  by  a  square  grid  cell,  therefore 
for them 

. 

Description of the algorithm 

The proposed algorithm  for  finding  the  set of 
spectral  characteristics  of  the  regular  texture 
consists of two stages: 

1) construction  of  a  primary  (excessive)  list 
of power spectrum local maxima; 

2) determination of grid nodes  from  this  list 
corresponding to regular textures. 

As  follows  from  introduction,  the  range  of 
images considered in this paper is quite broad, 
and  the  origin  of  some  of  them  suggests  the 
possibility  of  having  multiple  textures  in  the 
image. The projected  algorithm should define 
the characteristics set for all textures presented 
in the image. 
Local  maxima  search  is  performed  on  the 
power  spectrum  image,  represented  in  polar 
coordinates, using well-known peak filter [10]. 
In polar coordinates, the use of peak filter with 
fixed  parameters  at  different  distances  from 
origin  is  more  correct  than  in  Cartesian 

coordinates,  because  in  such  case  significant 
peaks  at  low  frequencies  can  be  omitted,  and 
false  detection  of  minor  peaks  at  high 
frequencies  can  happen.  After  peak  filtering 
further  selection  of  only  those  peaks  whose 
value   times greater than the average of their 
local  neighborhood  can  be  carried  out.  Then 
the  coordinates  of  the  selected  local  maxima 
are translated back into Cartesian and fill a list 

 in descending order of their corresponding 
power  spectrum  values.  The  list  item   

will be further denoted as  . 

a)   

b)   

c)   

d)   
Fig. 3. A periodical signal (a), a halftoned image line 

profile (b) and amplitude spectrums of them (c-d) 

A method of finding grid nodes from the list of 
found  peaks  used  in  the  second  stage,  varies 
depending  on  a  priori  information  about  the 
shape  of  a  regular  texture  grid.  In  total  there 
are  5  variants:  one-dimensional  texture,  two-
dimensional  texture  with  square,  diamond, 
rectangular or parallelogram grid. 
For  simplification  of  the  presentment  and  for 
notation cumbersome reduction we consider in 
details  a  method  of  finding  nodes  for  square 
grid,  typical  for  halftoned  images,  and  then 
briefly describe modifications for other cases. 
 
While  the  list    is  not  empty,  repeat  the 
following steps: 

Step 1.    is  the  first  item 

in  . It is extracted from   and added to the 
resulting list   which finally will contain all 

detected  nodes  of  the  moving  lattice.  The  list 
 is previously cleaned. 
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Step 2.  Calculation  of  the  lattice  step.  If 

,  where 

  is  circular  neighborhood  with 

radius    of  the  point  ,  then 

, move to step 3. 

Otherwise,  similarly  check  for  peak  in 

.  If  it  is  found,  then 

; move to step 3. 

Otherwise,  we  decide  that  the  peak   

does not form a grid, which means that it does 
not indicate a regular texture. Move to step 1. 
Step 3.  Checking  for  existence  of  an 
orthogonal texture.  

If  then 

, move  to step 4; else  , 

, move to step 6. 

Step 4.  Calculation  of  the  lattice  step  for  the 
orthogonal texture. If  , then 

, else  . 

Step 5. Search for all  the peaks corresponding 
to grid nodes formed by the vectors  ,  , 

,  .  For  each  ;   

check existence in   of local maxima 

 
(2) 

Found peaks are extracted from   and added 

to  . 

Step 6. We have found the regular texture with 
parameters  ,  ,  ,    and  the  list  of 

detected  nodes  .  For  search  of  other 

textures move to step 1. ■ 
 
The  method  of  finding  grid  nodes  for  one-
dimensional  texture  is  obviously  a 
simplification  of  the  considered  method 
without  steps  3  and  4.  In  the  case  of  texture 
with  diamond  grid  step  3  is  complicated, 
because  the  check  for  the  second direction of 
the  texture  should  be  performed  not  in  the 
neighborhood  of  one  point,  but  within  a 

predetermined angle    from   at 

the same distance from the origin. In this case, 
a  sign  that  it  is  found  a  two-dimensional 
texture  instead of  two one-dimensional,  is  the 

presence of peaks   of the form (2) for 

which  .  For  generic  grids  search 

range  of    is  determined  not  only  by  the 

angle  ,  but  also  by  the  maximum  aspect 

ratio  :  .  For 

rectangular grids  search  range  is  defined only 
by   because the angle is fixed. 

Examples and Discussion 

Figure 4 shows an example of the algorithm’s 
work for the image form Figure 1a. As a result 
three peak grids are  found which corresponds 
to three different regular textures. 

 
Fig. 4. Peak lattices on power spectrum of Fig. 1а, 

found by the proposed algorithm. Peaks of different 
lattices are marked with different colors 

a)   b)   
Fig. 5. Inverse halftoning process illustration [9] 

a)   b)   
Fig. 6. Illustration of first (a) and second (b) stages of 

the algorithm for Fig. 5а analysis 

The feasibility of using the proposed algorithm 
for  inverse halftoning problem (as well as  for 
more  general  problem  of  periodic  noise 
filtering)  is  illustrated  in  Figures  5-6.  Fig.  5a 
shows  a  screened  image  and  the  result  of  its 
processing  by  Gaussian  notch  filter 
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constructed  from  the  peaks  of  its  power 
spectrum (example from [9]). 
Figure 6 shows the result of analysis of image 
from  Fig.  5a  by  the  proposed  algorithm:  a  – 
the first stage of peak search and selection, and 
b  –  the  second  stage  of  grid  finding.  As  a 
result,  one  texture  grid  was  found,  which  did 
not  include  some  of  the  peaks  selected  at  the 
first  stage.  Therefore,  when  we  recover  a 
halftone image there is no need to apply notch 
filter in neighborhood of these frequencies. 
In  Figures  7-8  we  see  examples  of  texture 
defect  detection  based  on  results  of  the 
proposed  algorithm’s  work:  a  –  original 
images,  b  –  results  of  Gabor  filtering  at  the 
frequency    of  the  found  texture.  Fig.  8c 

shows  for  comparison  the  results  obtained  by 
the  well-known  approach  of  Dmitry 
Chetverikov  [4].  Visually  apparent  that  the 
localization  of  the  defect  in  Fig.  8b  is 
performed better. 

a)   b)   
Fig. 7. Defect detection on the print sample 

a)   b)    

c)   
Fig. 8. Texture defect detection results: a – source 

image, b – by the proposed method, c) by Chetverikov’s 
method [4] 

Fig. 9 shows an example of extracting texture 
watermark  with  the  use  of  our  algorithm 
results.  More  details  about  benefits  of  its  use 
in this problem can be found in [11]. 

Conclusion 

In  this paper,  the algorithm for estimating  the 
spectral  characteristics  of  regular  textures  in 
digital  image  (frequency  of  the  main 
harmonic,  step  of  multiple  harmonics  in 
frequency  space)  is  proposed.  A  number  of 

examples  show  that  the  algorithm  output  can 
be  successfully used  to  solve  the problems of 
texture  segmentation,  defect  detection  and 
periodic noise filtering. 

a)   b)   
Fig. 9. Example of texture watermark extraction: a) 

source image, b) processing result 
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The method considered in the article is a follow-up of the 2D Trace-transform method 
introduced and developed by N.G. Fedotov. A 3D Trace-transform both possesses  the 
advantages  of  the  2D  Trace-transform  and  uses  the  current  practical  experience  in 
grappling with problems related to the invariance to a group of motion when analyzing 
and recognizing images. 

 

Introduction 

Research  in  pattern  recognition  has  been 
carried  out  since  the  middle  of  the  past 
century. Quite a number of various algorithms 
have been developed by now  to  solve pattern 
recognition tasks.  
Technological  developments  of  the  late  20th 
century  enhanced significantly  the  application 
of  computer  vision  techniques  and  helped 
create  3D  models  of  objects  to  solve  a  great 
variety  of  applied  problems.  The  one  of  a 
predefined  database  automatic  search  for  3D 
models proves particularly topical. 
Various  techniques  of  spatial  image  analysis 
are  generally  highly  tailored  to  analyze  and 
recognize  a  specified  type  of  objects. 
Moreover,  there  are  very  few  techniques 
totally  invariant  to  a  group  of  motions  of  3D 
objects, which would  allow  to obtain  features 
more resistant to coordinate noise.  
The  present  paper  considers  a  mathematical 
model  of  applying  Trace-transform  to  spatial 
images  recognition,  as  well  as  the  invariance 
of the features obtained to a group of motions.  

Mathematical model of a Trace-transform  

Suppose  F  is  an  original  3D  model.  Let  us 
define a plane as tangent  to  the reference unit 
sphere  with  the  center  in  the  origin,  passing 
through a base point x and at a distance r from 
the origin with the predetermined angles ω and 
φ, where η = [cosφ sinω, sinφ sinω, cosω] – is 

a unit vector  in R3, ω – angle between planes 
П(η,  r)  and  ОXY,  φ  –  angle  between  planes 
П(η, r) and ОXZ. 
Let  us  scan  the  model  with  a  grid  of  parallel 
planes with distance Δh between the planes at 
angles  ω  and  φ.  The  relative  position  of  3D 
object F and each scanning plane   r),,(Ï η  

are characterized by  the number G, computed 
according  to  a  certain  rule  HyperТ: 
G=HyperТ(F∩П(η(ω,φ),r)).  The 
characteristics  indicated could be provided by 
a sectional area, character of the neighborhood 
of such an area, etc. Then, scanning should be 
performed for the new value of angle ω, which 
has  got  the  discrete  increment  Δω,  with  a 
lattice  of  planes  with  the  same  distance  Δh 
between the scanning planes. Again, we apply 
the  same  selected  HyperТ  rule  to  the  meet  of 
the  new  plane  П(η(ω+Δω,φ),r)  with  the  3D 
object F,  and go on  like  that until we make a 
halfway equal to π radian. 
Scanning  is  going  on  for  the  new  value  of 
angle  φ,  with  the  discrete  increment  Δφ.  In  a 
like  manner,  we  "go  round  the  object"  from 
П(η(ω,φ),r)  to  П(η(ω,φ+π–Δφ),r)  for  each 
angle φ+Δφ. 
For the density of planes to stay uniform, it  is 
significant  that  angles  are  not  to  be  changed 
arbitrarily,  but  according  to  a  support  grid  to 
be  considered  in  the  Features invariant to 
rotation Section of the article.  
The  result  of  computing  HyperТ-functional 
depends  upon  three  parameters  (r,ω,φ)  of  the 
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plane,  hence  the  set  o  numbers  G = 
HyperТ(F∩П(η(ω,φ),r))  obtained  through 
scanning,  is  a  hypertrace-transform. 
Therefore,  if  every  image,  obtained  through 
cutting the reference 3D model with a plane, is 
matched  with  a  certain  informational  feature 
П(F)  by  the  rule  HyperT,  then  with  the 
numerical  analysis,  the  result  of  3D  trace-
transformation  could  be  conveniently 
represented as a three-dimensional hypertrace-
matrix  3GM,  its  axis  0ω  being  directed 
horizontally, axis 0φ – vertically, and axis 0r – 
depthward.  
So, every row of the three-dimensional matrix 
contains element features to be computed from 
the  images  which  result  from  the  meets  of 
scanning  planes  with  the  reference  object,  all 
angles  ω  (from ω to  ω+π–Δω)  having  been 
detoured, with the fixed values of angle φ and 
distance r.  Accordingly,  every  column  of  the 
matrix  contains  element  features  to  be 
computed  from  the  images  which  result  from 
the  meets  of  scanning  planes  with  the 
reference object, all angles φ (from φ to φ+π–
Δφ),  with  the  fixed  values  of  angle  φ and 
distance r. And, finally, every depth row of the 
matrix  contains  element  features  to  be 
computed  from  the  images  which  result  from 
the  meets  of  scanning  planes  with  the 
reference  object,  for  all  values  of  distance  r, 
values of angles ω and φ , being fixed. 
Hence,  couple  (ωi, φj,  rk)  matches  matrix 
element  with  the  number  (i,  j, k)  and  the 
meaning П(F). 
According  to  the  theory  considered,  three-
dimensional  hypertrace-matrix  having  been 
filled,  hyperquadruple  feature  forming  goes 
on.  With  the  hyperdiametric  functional 
HyperR,  we  process  a  depth  row  of  matrix 
3GM.  It  can  be  assigned,  for  example,  as 

  drrHyperT ,,  . The processing having 

been  performed,  the  given  three-dimensional 
hypertrace-matrix  3GM  becomes  a  two-
dimensional matrix 2GM, its each column and 
row  representing  a  2π-periodic  curve. 
Processing  column  after  a  column  with  the 
functional  HyperΩ,  we  obtain  a  system  of 
numbers  –  an  ordinate  vector,  its  indiscrete 
analog  being  a  2π-  periodic  curve.  Then  the 
system of numbers obtained is treated with the 
3D-cyclic functional HyperΦ, which results in 
a  certain  feature  of  the  projection  image 

Res(F). It can be assigned, for instance, by the 
second  harmonic  amplitude,  in  a  Fast-Fourier 
transformation in its indiscrete variant.  
Hence,  the  structure  of  the  studied  image 
feature  is  composed of  four  hyperfunctionals: 

   sectFTRFRe HyperHyperHyperHypers   . 

Let  us  describe  now  the  creation  of 
informational  feature  П(F)  of  the  in-plane 
figure, and the hypertrace-functional HyperT . 
Each image on the projection of the reference 
3D model on each of the built planes should be 
scanned  to extract certain valuable features of 
distinctness  (e.g.:  figure  area,  contour 
perimeter,  specific  points,  etc.).  To  find  a 
feature of a 2D image of the projection image, 
the  2D  trace-transform  introduced  and 
described by N.G. Fedotov [1], is used.  
The  image  of  a  figure  on  the  section  Fsect is 
scanned  with  a  lattice  of  parallel  lines  l(p,  θ) 
with  the  distance  Δp between  the  lines. 
Parameters p and θ are the section plane polar 
coordinates of line l. The feature of the image 
in  question  is  structured  as  a  composition  of 
three  functionals: 
П(F) = HyperT(Fсеч)= Θ○P○T(F ∩ l(ρ,θ)). 
Please note that the coordinate system position 
on  the  section  plane  and  its  orientation  as  to 
the  section  image  is  absolutely  irrelevant, 
feature  obtained  by  2D  trace-transform  is 
totally  invariant  to  translation  and  rotation  of 
the 2D-image on the projection plane [2]. 
Hence, the feature of the 3D-model in question 
is  composed  of  four  hyperfunctionals,  one  of 
them being applied to the joint impact of three 
2D-functionals. 
To  obtain  a  greater  discriminating  power,  a 
feature  vector  of  the  image  is  formed  by 
selecting different combinations of 2D and 3D 
analogies  of  circular,  diametric  and  trace-
functionals. 
Now  then  image  scanning  itself  involves 
obtaining  distribution  of  sections  (or 
projections  with  a  certain  choice  of  a  trace-
functional, etc.) from all field-of-vision angles 
(with  the  required  accuracy).  The  type  of 
scanning in question correlates with the natural 
physical  type  of  scanning,  when  a  physical 
object to be digitized it  is placed onto a plane 
and scanned from all directions.  It helps form 
3D model features at the stage of scanning, for 
scanning and processing are performed in like 
manner. 
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Features invariant to translation  

The  property  of  translation  invariance  for 
every  functional  ζ  will  be  of  the  form: 
   )()( xfaxf    for all permissible f(x) 

and  a . 
It is common knowledge that the form of a 3D 
object  projection  onto  a  fixed  plane  stays  the 
same  when  transferring  the  object  to  any 
vector  V.  Hence,  transferring  a  reference  3D 
object  only  increases  the  dimension  of  the 
corresponding  trace-matrices  by  a  number  of 
zero-elements,  transferring  them  along 
corresponding  axes.  Thereafter,  if  functional 
HyperR only processes all zero elements in a 
Trace-matrix 3GM, all its values will be alike. 

Features invariant to rotation  

The  standard  enumeration  of  all  the  angles ω 
and φ of the planes' grid, for an indiscrete case, 
topologically, yields a model of a unit sphere. 
Let us pair each plane for r=1 with its point of 
tangency with a given sphere.  
For  a  discrete  case,  a  common  global  map 
shows  a  denser  cluster  of  points  in  the 
neighborhood  of  poles  then  at  the  equator. 
That is why we need to build a support net in a 
different  manner  to  provide  for  a  uniform 
distribution (density) of points on the sphere.  
Such  a  net  can  be  obtained  in  a  variety  of 
ways,  e.g.:  using  regular  polyhedrons 
inscribed  in  spheres.  Such  type  of 
polyhedrons,  though,  is  bounded  from  above, 
and maximum accuracy can be obtained when 
n=20. 
Another way is to form a net as a set of points 
which  are  intersections  of  lines  passing 
through  the  sphere  center,  with  the  sphere 
itself. (Fig.1). 
 

 
Fig. 1. Distribution of points at the intermediate stage: 

two poles are emerging.  
 

Formation  is  performed  according  to  the 
formulae  (rcosφ  sinω,  rsinφ  sinω,  rcosω), 
where  φ    [0,2π–Δφ] and ω    [0,2π–Δω], 
Δφ= Δω. 
Such a sphere  lacks poles, or,  in other words, 
every  point  based  on  the  sphere  can  be 
considered  a  pole.  Such  designs  result  in 
forming triangles on the sphere (Fig.2). 
 

 
Fig. 2. Pattern of point distribution on a sphere.  

 
Looking for a stronger evidence to  the fact of 
that  sort  of  distribution  uniformity  is  beyond 
the scopes of the present article.  
In  the  functional  view,  invariance  of  features 
looks as  follows:     )()( xfxf     for  all 

permissible f(x) and  a . 
In  terms  of  trace-matrices,  rows  and  columns 
of matrix 2GM will be shifted to the ω-th and 
the  φ-th number  frontwards  or  backwards, 
correspondingly,  which  depends  on  the  angle 
sign, their sequence order remaining flat. 
Accordingly,  its  hypertrace-image  (i.e. 
hypertrace-matrix graphic  representation) will 
be shifted along the horizontal axis 0ω and the 
vertical  axis  0φ  to  a  certain  distance  equal  to 
the corresponding angles of rotation.  

Sensitivity to scaling 

The property of sensitivity to scaling with the 
degree  of  sensitivity  k  for  every  functional  ζ 
will be of the form:     )()( xfxf k    

for all permissible f(x) and  a . 

For homothety, a depth row range (axis 
0r) of  matrix  3GM  expands  (μ > 1)  or 
contracts  (μ < 1),  for  the  scaled  object  F' 
would  intersect  μ times  more  or  fewer 
planes  than  the  reference  object F.  Hence 
the  number  of  non-zero  values  in  the  i-th 
row of matrices 3GM' and 3GM for objects 
F' and F, correspondingly, will be μ  times 
different. 
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Results 

The  authors  of  the  present  article  are  now 
carrying out experiments to verify the validity 
of  the  method  suggested.  The  first  results 
obtained from the simplest 3D images indicate 
the efficiency of the method suggested. 

 

 
Fig. 3. Object cut with parallel planes.  

 
Fig. 3 illustrates an example of trace-transform 
application to a spatial image. 

Conclusion 

It  should  be  noted  that,  the  scanning  process 
being discrete, in practice, we can only state an 
approximate invariance of a feature.  
Nevertheless, a scan step decrease results  in a 
higher  scanning  accuracy.  That  is  why  the 
research  in  quadruple  features  stability  with 
reference to the scan step and coordinate noise, 
proves topical for image recognition. 
An  additional  point  to  emphasize  is  that 
applying  the  indicated  features  of  functionals 
in a hyperquadruple composition at each stage, 
we can obtain the resulting feature invariant to 
translation  and  rotation,  but  sensitivity  to 
scaling. 
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Our  work  provides  a  novel  way  to  the  3D-scene  reconstruction  from  stereo  pairs  of 
images.  A  traditional  approach  supposes  a  rectification  of  stereo  images  before 
searching  for  corresponding  points  and  disparity  map  generation.  In  this  paper  we 
propose an approach in which the corresponding points are determined directly on the 
epipolar lines on the unrectified stereo images. A complete three-dimensional model of 
an object  is  constructed  by  scanning  all  epipolar  lines. A  set of  experiments of  scene 
reconstruction is presented. 

 

Introduction 

Image matching is an important part of stereo 
computer  vision  algorithms.  When  stereo 
images are taken from two distinct viewpoints, 
some  difficulties  are  presented.  In  this  case 
projective  distortions  on  stereo  pairs  are 
usually  significantly  different  from  one 
another.  To  overcome  these  difficulties,  a 
rectification technique is used. Rectification of 
stereo  images  is  a  transformation,  in  which 
corresponding  points  on  stereo  images  are 
arranged in  the same rows. Mainly,  two types 
of  rectification  are  used:  the  projective  (or 
planar)  one  [1][2]  the  and  polar  one  [3][4]. 
They  have  various  scopes  of  application,  but 
there  is  a  common  disadvantage  of  the 
rectification  approach.  It  is  the  necessity  for 
conversions  of  the  images.  The  images  and 
objects  are  distorted  considerably,  owing  to 
projective  or  polar  transformation.  E.g., 
feature points detection performed on the new 
interpolated  image  will  cause  increase  in 
errors.  
Application  of  the  technology  of  a  3D  scene 
reconstruction  proposed  in  this  paper  to  a 
considerable degree allows  to avert  the  above 
mentioned problem. This method has much in 
common with the polar rectification approach, 
except  that  the  rectified  images  are  not 

generated.  Matching  points  are  searched 
directly  on  the  image  on  the  epipolar  lines. 
Then,  for  each  pair  of  corresponding  points, 
spatial coordinates of the scene are computed. 

Problem definition 

In  this  paper  the  obscura  camera  model  is 
used.  [5]  Let  us  consider  the  case  when  the 
intrinsic parameters of the cameras, as well as 
their  position  and  orientation  are  known.  To 
characterize them, camera parameters matrices 
are defined: 

0

1 2 0

f 0 u

0 f v

0 0 1

 
   
 
  

K K K ,     (1) 

where  f   is  focal  length  of  the  cameras, 

 0 0u , v  are cameras’ principal points location 

in the coordinate system associated with these 
cameras. [6] 
Let  us  introduce  a  global  coordinate  system 
and the coordinate systems of first and second 
cameras with their centers at points   1c ,  2c  in 

the global coordinate system. 
Suppose  M   is  a  coordinate  vector  of  some 
point  in  the  global  coordinate  system. 
Coordinate  vectors  of  this  point  in  the 
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coordinate  systems  of  the  first  and  second 
cameras  1m  and  2m  are defined as 

1 1m P M ,          (2) 

2 2m P M ,          (3) 

where the projection matrices are defined as 

 1 1 1 1 ,P K R t         (4) 

 2 2 2 2P K R t .        (5) 

1 2,R R  are the matrices of  3 3 -dimension, 

describing  the  rotation  of  the  coordinate 
systems of the first and second cameras on the 
global  coordinate  system,  and 

T

1 1,x 1,y, 1,zt , t t   t , 
T

2 2,x 2,y, 2,zt , t t   t   are 

coordinates  of  the  origin  of  the  global 
coordinate system in the coordinate systems of 
the  first  and  second  cameras  respectively, 
defined as 

1 1 1 -t R c ,          (6) 

2 2 2 -t R c .          (7) 

If  appropriate  projections  1 2,m m   (2),  (3)  on 

the first and second camera images are known, 
point  M   coordinates  in  three-dimensional 
space  can  be  calculated  as  the  intersection  of 
rays ( 1 1,c m ) and ( 2 2,c m ).  

Correspondence points matching 

The corresponding points  are  searched on  the 
sets of points, located on epipolar lines  1l  and 

2l ,  which  are  defined  using  a  given  (or 

computed) fundamental matrix [7][8]. 
Elementary  fragments  of  a  specific  pair  of 
points  in  the  images  of  these  sets  are  defined 
on  the  neighborhood  of  these  points,  limited 
by  the  squares  whose  vertices  are  the  four 
nearest  pixels  on  the  image,  i.e.  sides  of  the 
square are limited to two consecutive (by rows 
and columns) pixels.  
Let  us  assume  that  the  distance  between  the 
nearest pixels is equal to 1, and the coordinates 
of the vertices of the unit square are defined in 
the  associated  reference  system  and  are, 
respectively, (0,0), (0,1), (1,0), (1,1). 

Let   1 1x , y   and   2 2x , y are  points 

coordinates  in  the  reference  system  related  to 
the unit  squares. These points belong  to  these 
unit squares and lie on epipolar lines  1 2,l l , and 

   1 1 2 2f x , y , f x , y   are  the  intensity  values 

at  these  points  obtained  by  bilinear 
interpolation  of  intensity  values  in  vertices 

       1 1 1 1f 0,0 , f 0,1 , f 1,0 , f 1,1   and 

       2 2 2 2f 0,0 , f 0,1 , f 1,0 , f 1,1 : 

 1 1 1 1 1 1 1 1 1 1f x , y a b x c y d x y    ,    (8) 

 2 2 2 2 2 2 2 2 2 2f x , y a b x c y d x y    ,   (9) 

where 

   1 1 2 2a f 0,0 , a f 0,0   

       1 1 1 2 2 2b f 1,0 f 0,0 , b f 1,0 f 0,0 -  -  

       1 1 1 2 2 2c f 0,1 f 0,0 , c f 0,1 f 0,0 -  -  

       1 1 1 1 1d f 0,0 f 1,0 f 0,1 f 1,1 , - -   

       2 2 2 2 2d f 0,0 f 1,0 f 0,1 f 1,1 - -  .  

Let  us  refer  to  the  fragments  consisting  of 
several  unit  squares  as  composite,  and  the 
interpolated intensity values at given points on 
the  epipolar  lines  belonging  to  these  squares 

are  designated  as     k
1 1f x , y ,     k

2 2f x , y , 

k 1, N ,  where  N  is  the  number  of  unit 

squares  (including  the  central  one),  and 

   1 1 2 2x , y , x , y   are  the  coordinates  of  given 

points on epipolar  lines  1 2,l l   in  the  reference 

systems  associated  with  the  unit  squares. 
Figure  1  shows  the  examples  of  composite 
fragments formation on stereo images for nine 
points  along epipolar  lines  1 2,l l .  It  should be 

pointed  out  that  the  comparison  of  fragments 
of  the  first  and  second  images  should  be 
performed in the same order. Thus, depending 
on a specified step, several points may appear 
on the same elementary fragment. 
 

   
   

Fig. 1 – Fragment construction example 

 
Descriptors,  based  of  intensity  values 
       k k

1 1 2 2f x , y , f x , y ,  k 1, N ,  are 

calculated at nine points on these fragments by 
bilinear  interpolation  of  the  values  in  the 
vertices of the respective unit squares. 
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3D-scene points reconstruction 

Once points  1m , 2m̂  have been matched, point 

M coordinates can be calculated. To solve this 
problem, ratio (2), (3) with (4), (5), (6), (7) for 
homogeneous  coordinates  can  be  rewritten  as 
follows: 

1

1 1 1 1
1

x X
1

y Y
g

1 Z

    
     -    
        

K R c ,    (10) 

2

2 2 2 2
2

x X
1

y Y
g

1 Z

    
     -    
        

K R c ,   (11) 

where  

 T1 1 1x , y ,1 m ,  T2 2 2ˆx , y ,1 m . 

Equating  the  coordinate  vectors,  on  basis  of 
equations (10), (11), the following equation is 
obtained: 

1 2
1 1 1 1

1 1 1 1 2 2 2 2 2 1

x x

g y g y

1 1

- - - -

   
   -  -
   
      

R K R K c c .(12) 

Expression (12) is a system of three equations 
in two unknowns  1g  and  2g . 

Since points  1m  and  2m̂  were found with the 

epipolar  constraints,  only  one  point  in  3-
dimensional space corresponds to these points; 
therefore  1g   and  2g   are  also  uniquely 

determined. Then  the coordinates of point  M  
for  predetermined  point  1m   and  its 

corresponding  point  estimation  2m̂   are 

calculated  using  relations  (10)  or  (11).  These 
calculations  are  repeated  for  all  pairs  of 
corresponding points belonging to the epipolar 
lines  of  the  same  plane.  A  complete  three-
dimensional scene is formed by combining all 
of the points obtained on the sheaf of planes.  

Outcome of experiment 

For  experimental  verification  of  the 
technology  operability,  a  three-dimensional 
model  of  the  scene  is  used.  This  model 
represents a plane with some subjects situated 
on  it.  A  3D-model  of  the  scene  was 
constructed  with  the  use  of  a  raytracing 
program POV-Ray.  
 

 
Fig. 2 – Scene overview 

 
Figure  2  shows  an  overview  of  the  scene 
model used  in  the experiment. Figures 3a and 
3b show two stereo images of the scene, which 
were  obtained  with  the  following  camera 
parameters  (hereinafter,  indices  1  and  2  are 
used  to  designate  the  left  and  right  views, 
respectively): 

1 2
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0
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C . 

 

 
a) 

 
b) 

Fig. 3 – Stereo images: а) left view; б) right view. 

 
For  these  cameras  parameters  a  fundamental 
matrix is computed as follows: 

60 7.66292 10 0.00229887

0 0 0.0176516

0 0.0143183 1

-  -
 

 - 
 
 

F  

This  matrix  is  used  to  generate  epipolar  lines 
on the left and right images. 
For the matching on the epipolar lines, vectors 
of 9×1 dimension are used. These vectors are 
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composed  only  of  intensity  values  of  nine 
elementary fragments along the epipolar line. 
Figure  4  shows  the  results  of  the  3D-scene 
reconstruction mentioned above. These results 
are  obtained  using  the  four  above-mentioned 
point  descriptions.  It  is  obvious  that  as  the 
dimension of description vectors increases, the 
quality of the scene reconstruction increases as 
well, while  the noise  intensity connected with 
matching errors decreases. 
However, in all the experiments the size of the 
composite  fragment  containing  only  9  unit 
squares  along  the  epipolar  lines  remains  low. 
Increased  information  content  of  the 
composite fragments is achieved by increasing 
the  number  of  calculated  characteristics.  It  is 
clear that this is accompanied by an increase in 
computing, in exchange for quality. 
 

 
Fig. 4 – Example of scene reconstruction  

Conclusion 

The  absence  of  an  explicit  rectification  of 
images  and  usage  of  small  fragments  for 
matching  make  the  proposed  technology 
advantageous  in  terms  of  reducing  the 
computational  complexity.  At  the  same  time, 
the results of experiments show that the use of 
epipolar  constraints  and  composite  fragments 
allows  to  obtain  a  sufficiently  high  quality 
scene reconstruction.  
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Image preprocessing algorithm increasing the parameters’ domain for based on feature 
points  stochastic  gradient  estimation  of  interframe  geometrical  deformations  is 
considered. The preprocessing includes the Gaussian filter’s applying. 

 

Introduction 

Stochastic  gradient  algorithms  (SGA)  are  good 
choice  for  estimation  of  interframe  geometrical 
deformations of images (IGDI) [3]: 

)),ˆ,((ˆˆ
1111 tttttt ZQ   -   (1) 

where     -  vector  of  estimates  of  IGDI’s 

parameters;   -  estimate  of  the  gradient  of  the 

objective  function  measuring  the  quality  of 
obtained estimates,  t  - the learning rate matrix 

defining the increase of parameters’ estimates on 

t -th  iteration;  1tZ   -  samples  drawn  from  )1(Z  

and  )2(Z  used to find   on iteration  )1( t . 

In  this  work  the  vector  of  parameters 
),,,( khh yx    was examined, where  xh  and 

yh -  translations among axes,    - rotation angle 

and k  - scale factor. 
Assuming the initial guess for translation  00 h , 

rotation  angle  0
0 0   and  scale  factor  10 k , 

SGA  allows  estimating  IGDI  parameters  in  a 
relatively  small  range.  The  suggested 
preprocessing  procedure  objects  to  expand  the 
effective range of SGA.  

Preprocessing 

The  preprocessing  procedure  consists  of  two 
consecutive  steps  –  feature  detection  on  the 
reference and target images and formation of 2D 
Gaussian waves around each feature point. 

In the first stage on the reference image (fig. 1,a) 
and  the  target  image  (fig. 1,b)  feature points  are 
allocated using FAST detector [2] (fig. 1,c and d). 
This  detector  is  chosen  due  to  its  stable  results 
obtained  by  relatively  short  period  of  time.  The 
idea of the detector is simple – the Bresenham [1] 
circle of radius  R  is considered around each pixel 
(let  us  denote  its  intensity  as  0L ).  A  point  is 

recognized  as  a  feature  if  there  is  an  arc  of  N  
pixels  on  the  circle  N   with  the  intensities 

NLL 1   so  that   0)..1( LLNi i   or 

, where  - a  threshold. 

Let  us  modify  the  algorithm:  associate  each 

feature point with the   periodicity    using 

information from the detector: 

,  (2) 

where   - the length of Bresenham circle. Radius 
  was  examined.  Consider  this  radius  the 

length  of  the  circle    is  equal  to  16  pixels  and 
possible  periodicities    depending  on  the  arc 

length   are shown in table 1. Let us notice that 
for  this  radius  the  minimal  value  of   
recognizing  a  point  as  a  feature  usually  taken 
equal to 9. 
 
Table 1. The probabilities of feature points 

N < 9  9  10  …  16 

p 
not a 

feature 
point 

9/16  10/16  …  1 

Some points may not be features. Such points 
are not of interest for the problem. Due to this 

- 0)..1( LLNi i 

p

l

N
p 

l
3R

l
p

N
N
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fact,  they  are  changed  to  black  pixels  on  the 
reference and target images. 
In  the  second  stage  (fig. 1,e and f)  the  2D 
Gaussian wave  is  formed around each  feature 
point  with  coordinates    on  the 

reference and target images. The parameters of 
these  waves  are  the  width    and  magnitude 

  equal  to  probability    evaluated  in  the 

first  stage. The greater  the arc  length  ,  the 
more likely it is that a point will stay feature in 
case  of  geometrical  and  intensities’ 
deformations. Therefore, the influence of such 
points should be greater. Thus, the intensity   
of not feature point with coordinates    is 

defined using equation: 

, 

(3) 

where   - the set of all feature points. 
 

   
a)                                         b) 

   
c)                                     d) 

   
e)                                          f) 

Fig. 1. Preprocessing of reference and target images for 
estimation of IGDI parameters. 

 

Let us note  that  the value of width parameter 
  is  a  tradeoff between  required accuracy of 

estimates  and  the  width  of  the  SGA  effective 
range  –  the  greater  ,  the  broader  SGA 
effective  range  would  be  but  with  lower 
accuracy of estimates. 
After  preprocessing,  SGA  is  used  to  estimate 
IGDI.  Due  to  inefficiency,  points  not 
influenced  by  features  are  excluded  from  the 
samples. 

Experiments 

To  show  the  work  of  the  algorithm  let  us 
consider some experimental results. The image 
Lena  (fig. 1,a)  from  the  library  of  South 
California University was used. Table 2 shows 
the parameters of the experiment. 
 

Table 2. The experiment parameters 
Experiment No  1  2  3  10 

IGDI 

  5  10  …  50 

  5  10  …  50 

  5  10  …  50 

  1.05  1.1  …  1.5 

 additive 
white noise 

5  5  …  5 

The iteration 
number 

50  50  …  50 

Confidence 
interval of the 
IGDI parameters  

 

 

 

 

 
Even  if  only  one  parameter  falls  out  of  the 
confidence  interval,  the  estimation  procedure 
was  considered  as  a  failure.  Fig. 2  shows  the 
dynamics  of  failures’  number  for  each 
experiment.  One  can  see  that  the  number  of 
failures  of  SGA  without  preprocessing  in  the 
third experiment  is already equal  to 41, while 
SGA with preprocessing performed well up to 
tenth  experiment,  i.e.  for  this  image  and  this 
parameters  the  effective  range  of  SGA  was 
expanded by three times at least. 
At  the  same  time,  according  to  the  table  3 
there was a loss of accuracy due to the use of 
the Gaussian filter and incomplete information 
about the images (only feature points remain). 
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Fig. 2. The dynamics of failures’ number of SGA with 

preprocessing (1) and without (2). 

 
Table 3. The mean of failures of IGDI 

parameters estimation 
Experi
ment 
No 

The mean errors 
(above – for SGA without 

preprocessing, below – for SGA with 
preprocessing) 

       

1 
0,11 
0,05 

0,13 

0,07 
0,09 
0,02 

0 
0 

2 
0,19 
0,05 

0,16 
0,06 

0,09 
0,04 

0 
0 

3 
0,22 
0,13 

0,19 
0,18 

0,14 
0,12 

0 
0 

4 
0,44 

- 
0,24 

- 
0,13 

- 
0 
- 

5 
0,49 

- 
0,86 

- 
0,20 

- 
0,01 

- 

6 
0,63 

- 
0,38 

- 
0,27 

- 
0 
- 

7 
1,03 

- 
0,3 
- 

0,34 
- 

0,01 
- 

8 
1,73 

- 
0,48 

- 
0,61 

- 
0,02 

- 

9 
2,83 

- 
3,27 

- 
1,14 

- 
0,04 

- 
10  -  -  -  - 

 
The  second  experiment  was  objected  to 
examine  the  influence  of  intensities’ 
distortions  on  the  estimation  quality.  Fig. 3,a 
and  fig. 3,b  show  the  dependence  of  mean 
square error of estimates of parameters   and 

  on  noise-to  signal  ratio.  In  this  case,  the 

failure was considered  if  the absolute error of 
translation estimation was higher than 2 or the 
absolute error of rotation angle estimation was 
higher than 2°.  
Let us notice that when noise-to-signal ratio is 
greater  than  0.3  there  was  a  failure  in  each 
experiment.  False  feature  points  and 

undetected  real  feature  points  due  to  noise 
cause this. 
 

 
а) 

 
b) 

Fig. 3. The dependence of mean square error of 
estimation of translation (а) and rotation angle (b) on 

the noise-to-signal ratio. 

Conclusion 

Examined  preprocessing  of  images  can 
considerably  expand  the  effective  range  of 
SGA  for  the  problem  of  IGDI  parameters’ 
estimation.  SGA  with  preprocessing  is  more 
sensitive  to noise due  to FAST detector using 
raw intensities. The use of only feature points 
with  applying  Gaussian  filter  influences  the 
accuracy  of  estimation.  However,  SGA  with 
preprocessing  can  be  used  as  a  good  initial 
guess  for  further  estimation  with  higher 
accuracy.  
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In  this paper, we  introduce a uncomplicated but efficient algorigthm  to enhance night 
image. We define features of night images and extract the illumination of an image by 
choosing brightest channel of region and we obtain enhanced images with compensation 
of dark  region based on Retinex  theory. The  results  show that our methods have high 
performance despite its simplicity. 

 

Introduction 

There  are  many  algorithms  for  object  detection 
and  recognition  and  they  have  high 
performance[6][7]  in  daytime.  They,  however, 
show  poor  detection  or  recognition  results  in 
night because of low and variable illumination. 
Many  algorithms  have  been  developed  to 
enhance  night  images  and  they  can  be  divided 
into  two  ways,  ‘Contrast  Enhancement’  and 
‘Retinex Theory’. The contrast enhancement is to 
make  better  distribution  of  contrasts.  Histogram 
Equalization is one of these algorithms; it makes 
an  image  have  uniform  contrast  distribution. 
Though  histogram  equalization  showed  good 
result  with  short  computation  time,  it  has  some 
limitations. First, it increases contrast of an object 
that has same color under different illuminations. 
Second,  it also increases contrast of noises in an 
image, so histogram equalization of noise images 
show poor results. 
Retinex  theory,  another  algorithm,  describe  a 
intensity  of  some  point  (x,y)  in  an  image 
represented  as  product  of  illumination  and 
reflection  value  of  the  point.  It  shows  better 
performance  than  histogram  equalization,  but 
there  is  a question  that how  illumination  can  be 
estimated from an image exactly. 
We  propose  a  novel  algorithm  to  estimate 
illumination  by  using  Bright  Channel  Prior  and 
perform  night  image  enhancement.  We  will 
describe details at next sections. 

Related Works 

Yamasaki et al.[1] did night image enhancement 
on surveillance camera. It used a daytime scene of 

same  place  and  made  background  bright  so  the 
camera  could  detect  moving  object  easily.  It, 
however, needs daytime scene of same place and 
only enhances background. 
There are some algorithms[2][3]  that use retinex 
theory for night image enhancement. Rao et al.[2] 
converted  an  RGB  channel  of  image  to  HSI 
channel  and consider  intensity values  filtered by 
low  pass  filter  as  illumination  and  saturation 
values as reflection. 
Wong et al.[3] took probability theory to estimate 
illumination.  The  algorithm  calculates  
illumination  values  if  there  are  given  values  of 
product of illumination and reflection. 
 These  algorithms  didn’t  fully  decompose 
illumination  from  an  image.  In  [3],  picture  was 
taken under white light but estimated illumination 
had color(ex. hair, eyes). 
Panagopoulos  et  al.[4]  proposed  an  algorithm 
which  takes  bright  channel  prior  for  estimating 
and removing shadows. 
In this paper, we choose bright channel prior for 
estimating illumination because it is less affected 
by  reflection of an  image and   compensate dark 
region of the image based on retinex theory. 

Approach 

First,  features  of  night  images  should  be 
considered.  We  will  treat  only  images  with 
artificial  light,  for  example,  streetlight,  light 
from building, car light and etc. In other cases, 
only  moonlight  exists,  histogram  equalization 
would  show  best  results  because  of  uniform 
distribution of illumination. 
In the night image defined above, we can find 
two features. 



198 

 

- At  least  1  light  source  exists  in  the 
image. 

- There  is  large  contrast  between  light 
source regions and other regions. 

Histogram  equalization  cannot  work  well 
because of above features. However the image 
can  be  enhanced  with  making  dark  region 
bright if we know exact illumination of a night 
image.  
A feature, at least one pixel has high intensity 
in bright region of images,  informs brightness 
of  that  region.  For  above  feature,  we  denote 
bright channel prior which takes an idea from 
Dark  Channel  Prior[5]  to  estimate  exact 
illumination. 
 

( ) ( , , )
( ) max ( max ( ))bright c

y c r g b
J J y

 


x
x   (1) 

 

(1) 

 

A patch is set with size n x n and a pixel value 
of bright channel prior  is  the maximum value 
of  the  patch.  A  pixel  of  bright  channel  prior 
can have high value in two cases; 1) a pixel in 
bright  region  and  2)  a  pixel  has  white  color. 
We, however, don’t need  to consider  the case 
2) because a pixel in white and dark region has 
low value due to low light. 
 

 
Fig. 1. Original image (left)  

and Bright Channel Prior (right) 
 
The result of bright channel prior  is  shown in 
Fig.  1  and  it  reveals  illumination  independent 
of colors of objects. 

Image Enhancement 

We should infer which region has little or a lot 
of illumination. Since bright channel prior was 
derived  from  patches,  shape  of  patch  affects 
estimated  illumination.  For  this  reason,  the 
estimated  illumination  is  filtered  with 
Gaussian filter. 
To  obtain  amount  of  illumination  needed,  we 
call that Illumination Shortage, at a dark pixel, 
we subtract  the  estimated one  from saturation 
values  which  is  the  maximum  value  of 
intensity.  Since  the  difference  of  actual 

brightness  is  non-linear  to  that  of  intensity 
values of the image, 
 

1
'

1 exp( ( ))
y

y m


 - -
  (2) 

 
We employ sigmoid  function of  intensity  like 
(2)  to  fit  the brightness. y are  intensity values 

of  Bright  Channel  Prior  filtered  and λ,  m  are 

parameters which are set only once. 
 

 
Fig. 2. Illumination Shortage 

 
Illumination shortage is visualized in Fig. 2. In 
the  figure,  dark  regions  are  shown  bright 
because the regions need more light and bright 
regions  are  represented  in  dark  for  the  same 
reason. 
Compensation  of  illumination  is  performed 
based on the retinex theory. The retinex theory 
adapts  idea  from  the  truth  that  human  eyes 
recognize  same  color  dissimilar  under 
different  illumination,  such as  shade,  color of 
light  etc.  This  can  be  represented  as  an 
equation (3). 
 

( , ) ( , ) ( , )I x y L x y R x y    (3) 

 
( , )I x y  is intensity of arbitrary point of image.  

( , )L x y ,  ( , )R x y  are luminance and reflection, 

respectively. Luminance means brightness also 
reflection means object color without effect of 
light at the pixel. 
If  we  take  logarithm  scale  of  equation  (3), 
product  is  converted  to  summation.  Since 
luminance  compensation  is  represented  as 
adding illumination shortage like equation (4). 
 

log ' log( ') logI L L R     (4) 
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Then,  we  use  rule  of  logarithm  to  above 
equation. 

'
log ' log log log(1 )

L
I L R

L
      (5) 

The  sum  of  logarithm  of  luminance  and 
reflection is that of intensity. 

'
log ' log log(1 )

L
I I

L
     (6) 

 
The result is shown in Fig. 3 
 

 
Fig. 3. The result of proposed algorithm 

 
Dataset are night images downloaded from the 
internet. We performed proposed algorithm on 
the dataset and compared result with histogram 
equalization. 

Conclusion 

We proposed a novel algorithm. The algorithm 
comprised  of  illumination  estimation  and 
shortage compensation. It performs efficiently, 
but it has limitations. If there are black objects 
in an image, it is considered as dark region and 
color  of  the  object  will  be  deformed.  It, 
however,  shows  good  results  if  there  are  no 
black objects larger than patch size. 
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Fig. 4. Compare results of enhancement Original image(left), Histogram Equalization(middle),  
and proposed algorithm(right) 

 

   

   
Fig 5. Estimated illumination(bottom) of images(top). 
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IMAGE SEGMENTATION IN MEDICAL IMAGING VIA GRAPH-CUTS1 
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An organ  segmentation  is  usually  first  step of  liver  treatment. We  introduce an  semi-
automatic  method  for  liver  segmentation  based  on  Graph-Cuts.  Our  experiments 
compare  expert  segmentation  with  our  algorithm.  We  compare  two  different  sets  of 
parameters. Our software implementation is freely available 

 

Introduction 

Living  donor  transplantation  and  other  modern 
methods of  liver  treatment are usually based on 
computed  tomography  (CT).  Our  work  is 
motivated by two following clinical application. 
First  is  living-related  liver  transplantation 
(LRLT).  It  is  the  case  when  healthy  voluntary 
donor gives a part of his  liver to treated person. 
Second  are  oncologic  resection.  It  is  treatment 
for patient with liver cancer.  
Manual  extraction  of  individual  anatomical 
information  of  liver  and  its  vascular  system  is 
complex mental and very time consuming work. 
It  is  difficult  to  mentally  construct  3D  vessels 
anatomy  from  planar  data  of  CT.  Machine 
learning  techniques  provide  wide  range  of 
methods  which  can  facilitate  human  operator 
work.  Computer  assisted  planning  enables 
individual  anatomy  visualization  and  gives  a 
support for operability decisions. 
Our  application  is  written  in  Python  and 
software  can  be  downloaded  from 
http://github.com/mjirik/liver-surgery 

Methods 

There are some steps in our application which 
need  to  be  done,  so  we  can  get  satisfactory 
result.  First  step  is  data  acquisition.  Medical 
data are stored in DICOM format. Each slice is 
usually stored in single file. We used pydicom 
library  with  some  improvements  to  read data. 
There are some limitations of this  library. We 
have added ability to read DICOM overlay.  It 
was  important  because  this  is  way  how  we 
obtain an expert annotation of our data. 

There  are  two  groups  of  liver  segmentation 
methods,  semi-automatic  and  automatic. 
Automatic methods works without any sort of 
operator  interactivity (for example [9]). Semi-
automatic  algorithms  require  some  user 
intervention  and  the  result  is  operator 
dependent  (for  example  [12]).  For  clinical 
applications  user  control  over  the  result  is 
great  advantage  of  these  methods  as  long  as 
lower error rate as shows [6]. Survey on  liver 
segementation methods is presented in [8]. 
Segmentation  used  in  this  paper  is  based  on 
Graph-Cut  (GC).  First  use  of  of  max-
flow/mim-cut  algorithms  to  minimize  certain 
energy functions  in computer vision problems 
is  described  in  [11]. Segmentation problem  is 
converted  into  graph  issue.  Boykov  et  al. 
showed  in  [3,  4,  1]  max-flow/min-cut 
algorithm with some important improvements. 
For  our  application  we  have  used 
implementation which is described in [7, 5].  
By  using      Graph-Cuts,  we  minimize  cost 
function E(A): 
 

  (1) 

 

Here    is  labeling.  Each  pixel  can 

represent  'object' or  'background'. Term   

is  related  to  region  properties  and    is 

related to boundary properties of image. The
coefficient  weights  region  term  versus 
boundary term. 
 

     AB+AλR=AE

A pA

 AR

 AB

λ
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  (2) 

Region term is used for setting penalty to each 

pixel  which  describes  how  similar  is  its 
intensity to the model of background or object. 
As  show  image  1  the  graph  is  constructed 
based on input data and selected cost function. 
By its partition into two disjoint subsets image  
segmentation is performed. 

 
Main  problem  is  edge  weights  setting.  There 
are  two  types  of  edges  in  the  graph.  N-links 
(neighboor-links)  are  associatad  with  edeg 
properties  and  it  connects  (usualy)  two 
neighboring nodes. T-links (terminal-links) are 
linked  to  region  image  properties  and  are 
connected to two terminals in graph.  
Weights    of  T-links    to  object    and 

background  vertex  are  given  by  model  of 
object and background. 
 

 

(1) 

In  our  case  likelihood    and

  for  object  and  background  are 

given  by  gaussian  mixture  model  with  three 
components.  It  is  based  on  image  density 
(intensity) of data from user interaction. Image  
Model  parameters  are  estimated  by 
expectation  maximization  (EM)  algorithm 
[10].  

 

  (3) 

 

  (4) 

Term  reflects  boundary  penalties  of 
segmentation. Boykov et al. [2] suggests using 
function that penalizes discontinuities between 

pixels.  We  used  constant  penalty    for 
segmentation  boundary.  It  means  that  objects 
with  large  surface  area  are  more  penalized 
then  objects  with  same  volume  and  smaller 
surface area. 
Well  known weakness of  graph-cut  algorithm 
is  memory  usage.  It  quickly  increase  with 
image size   because of  large number of edges 
in  the  constructed  graph.  For  three 
dimensional  data  has  every  pixel    8 
connections  (6  N-links  and  2  T-links)  which 
makes this problem even more acute. We face 
it with two processes. First approach is setting 
of  region  of  interest  (ROI).  Memory  usage  is 
much lower if when we work with the certain  
data  subset. 

 
Fig 2: Segmentation of liver with input seeds 

 
Second  preprocessing  step  is  data  resampling. 
Data are resized to defined voxel size. It decreases 
computational complexity, and in addition to that, 
we  get  voxel  with  equal  three  dimensions.  It 

allows easier setup of  energy term. N-links 

in all directions are set on same constant value. 
In our experiments we used set of 8 patients. For 
each  case  we  have  contrast  enhanced  computer 

   
Pp

pp AR=AR

p

pR

R p(obj )= − ln (Pr  〈 I p O  〉)
R p(bkg )= − ln (Pr  〈 I p B 〉)

OIPr p
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Fig 1: Graph-Cut [Boykov2004] 
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tomography scans. Venous and arterial phase CT 
images  were  obtained.  We  have  used  venous 
data  because  of  better  contrast  between  liver 
and other tissues. Data are anotated by experts. 
They manually segmented the liver. 

Results 

Experiment in this part is based on comparison 
of  expert  manual  segmentation  and 
semiautomatic  methods  based  on  Graph-Cut 
segmentation.  Fist  step  in  our  experiment  is 
setting  of  region  of  interest.  It  is  done  with 
manual sekection. Then we used resampling to 
voxels with all dimensions equal to  2 mm.  
The method is tested with two different setups. 
In  first  experiment  si  parameter    set  to  30 
while in second experiment is this value equal 
to 15. 
All  resulst are  shown  in  table 1. First  column 
is  expert  segmentation.  Second  column  is 
Graph-Cut  segmentation  with  .  Third 
column  is  GC  with  .  In  last  two 
columns  is  shown  difference  between  manual 
segmentation  and  semi-automatic  method.  
Last  row  of  the  table  shows  average  values. 
For  differences  is  constructed  with  absolute 
value.  
 

Table 1 
Data  Expert 

[ml] 
GC 
a=30 
[ml] 

GC 
a=15 
[m] 

Diff 
a=30 
[%] 

Diff 
a=15 
[%] 

D1  597  723  694  -21,1  -16,2 
D2  1151  1175  1073  -2,1  6,8 
D3  1006  1122  1043  -11,5  -3,7 
D4  1757  1641  1680  6,6  4,4 
D5  1425  1314  1346  7,8  5,5 
D6  1391  1331  1340  4,3  3,7 
D7  3013  2758  2887  8,5  4,2 
D8  1653  1730  1743  -4,7  -5,4 
avg  1499  1474  1475  8.33  6.24 

Discussion 

As  you  can  see  from  table  1  semi-automatic 
segmentation  brings  alternative  to  manual 
segmentation of liver. Manual segmentation take 
about  30  minutes  from  expert  time. 
Semiautomatic  method  is  performed  in  10 
minutes.  Difference  between  both  setting  is 

almost  one  percent.  Lower  constant  bring 
better results but it is more time consuming.   

 

 
Fig 3: Expert liver segmentation of D1 data  

 
In  the  experiment  we  compare  expert  with 
semiautomatic  method.  Results  of  expert  are 
operator  dependent.  Image  3  show  problematic 
liver  segmentation  of  data  D1.  Machine  based 
semi-automatic  segmentation  gives  more 
consistent outputs.  

Conclusion 

Our work introduces possibilities of computer 
assisted  diagnostic  for  liver  treatment.  Semi-
automatic  methods  can  save  time  of  operator 
and  brings  consistent  performance.  Our 
algorithm  can  measure  volume  with  error 
6.24%.  The  experiments  shows  that  careful 
parameter setup of methods can give us some 
improvement.  Our  algorithm  is  freely 
available.  
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This paper considers a denoising of zero-mean white additive Gaussian noise from an 
image. Sparse representation  technic has shown good performance in denoising noises 
while  keeping  the  image  from  being  blurred.  To  optimize  the  conventional  sparse 
representation algorithm, a concept of energy function is combined. An energy function 
to specify the noise level, estimation technic to find the optimal level of representation, 
result of the experiments, and further possible improvements are introduced. 

 

Introduction 

This  paper  considers  a  traditional  image 
denoising  problem.  Here  the  noise  is 
considered to be additive noise. Here our goal 
is  to  find estimation of original  image x  from 
given  noised  image  y.  Although  usually  the 
noise  n  varies  through  conditions  such  as 
camera,  environment,  etc.,  here  we  only 
consider  zero-mean  white  Gaussian  with 
standard variance σ. The Gaussian distribution 
becomes  a  general  model  for  various  noises 
since  the  sum  of  random  variable  tend  to  a 
Gaussian distribution. 
Since  this  is  a  very  traditional  problem  and 
studied  for  a  long  time,  various  approaches 
were  conducted.  Although  the  results  varies 
with  the  texture  or  complexity  of  the  input 
image,  algorithms  such  as  BM3D  [4], 
SKR[10],  and  K-LLD  [3]  showed  best 
performances  in  denoising  zero-mean  white 
Gaussian  noises.  Yet,  it  is  considered  that  it 
can  still  be  improved.  Among  many 
competitive denoising approaches, our method 
focuses on using sparse representation[6]. 
More specifically, our method aim to improve 
existing  denoising  algorithm  using  sparse 
representation [6]. This paper aims to optimize 
the  reconstruction  rate  of  the  sparse 
representation  using  a  specifically  designed 

energy  function  instead  of  simple  sum  of 
square error.  

 
Fig 1 – Denoising result 

 
The  remainder  of  the  paper  is  structured  as 
follows: Section 2 briefly provides preliminary 
knowledge  about  dictionary  learning,  sparse 
representation algorithm, and the conventional 
sparse  representation  based  denoising 
algorithm by Elad  et  al.. Section 3  introduces 
the  proposed  algorithm  about  designing  the 
energy  function  and  estimating  the  original 
image. Section 4 provides example results and 
evaluations of the proposed algorithm. Finally, 
section 5 concludes the paper with descriptions 
of future works. 

Related Works 

Dictionary  learning  is  a  data  representing 
algorithm  by  solving  a  matrix  factorization 
problem.  Let  us  consider  a  set  Y =
{ y�, … , ��}∈ �� ×�  which  is  a  set  of  m 
dimensional  n  signals.  In  our  problem,  the  Y 
will  be  the  input  noised  image  and  y  will  be 
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the  patches  of  the  noised  image.  The  goal  of 
dictionary  learning  is  to  reconstruct  the  input 
signal  Y  as  linear  combination  of  two 
matrices, D and A. Here � ∈ �� ×� denotes a 
m-dimensional  trained dictionary containing k 
basis  vectors.  � ∈ �� ×�denotes  a 
decomposition  coefficient  for  n  signals.  In 
detail, the dictionary learning aims to build an 
appropriate over-completed dictionary that can 
represent  the  input  signals  well  with  given 
constraints. This is achieved by optimizing the 
following equation.  

min
�∈�,�∈�

�|� − ��|�
�

�
   �.� ∑ �(��)

�
���   (1) 

 
Here,  the  constraint  omega  is  a  constraint  to 
prevent overfitting and exploit certain property 
such as nonnegativity, sparsity, or structure to 
the  coefficients.  To  optimize  the  equation, 
various  optimization  technics  has  been 
proposed  [5,  7,  8].  In  this  paper,  K-SVD 
algorithm  [1]  is  used  to  learn  D  and    A  in  a 
same time. 

After learning the appropriate dictionary using 
the  KSVD  algorithm,  we  aim  to  reconstruct 
the  input  signals.  However,  since  we  want  to 
enforce  sparsity  to  our  solution,  l1  norm  is 
used  as  the  constraint  term.  Therefore  the 
equation above can be reformulated as below: 

���
�∈�

∑ �|�� − ���|��
�
 + |��|

�
���       (2) 

Here,  since  the  above  equation  is  a  convex 
function,  the optimal solution can be obtained 
with  convex  optimization  [2].  However,  the 
convex optimization usually takes long time to 
get a solution, so we use OMP [9] instead.  

The  Orthogonal  Matching  Pursuit  (OMP) 
algorithms  is  a  greedy  algorithm  which  seeks 
the  best  basis  vector  from  the  given  basis 
vectors  D  to  reconstruct  the  input  signal  in 
each  iteration.  It  projects  the  whole  basis 
vectors to the signal and finds the basis vector 
which  has  the  maximum  value.  The 
corresponding coefficient value to the basis  is 
obtained  by  simply  performing  a  pseudo-
inverse,  which  provides  a  same  solution  with 
the  least  square  problem.  The  residual  is 
updated  by  subtracting  the  projection  of  the 
chosen basis. These procedures are  iteratively 
done until the result reaches the stopping rule. 

The  major  advantages  of  this  algorithm  are 
that it works very fast, it is easy to implement, 
and  the  stopping  rule  can  be  designed  as  the 
user  wants.  Usually  the  number  non-zero 
terms  or  reconstruction  error  are  used  as  the 
stopping  rule.  However,  in  this  paper,  we 
introduce  the  energy  function  to  control  the 
sparsity  and  reconstruction  error  of  the 
solution. 

Proposed Algorithm 

To  start,  we  first  introduce  the  conventional 
image  denoising  algorithm  using  sparse 
representation  [6].  In  the  algorithm,  a 
dictionary  for  the  sparse  representation  is 
prepared  from  either  natural  images  or  the 
noised  image  itself  using  the  K-SVD 
algorithm.  Using  these  dictionaries,  the 
algorithm  defines  an  optimization  problem 
below 

 (3) 
Here, ���  is  a matrix which  indicates  the  ij-th 

patch  of  X.  Therefore  this  first  term  controls 
the  reconstruction  error  between  the  input 
noisy  patch  and  the  reconstructed  patch.  The 
second  term  ensures  the  relationship  between 
the  reconstructed  image  and  the  input  image 
and  the  third  term  enforces  sparsity  to  the 

solution.  The  parameter    and  μ��  are  weight 

coefficients  that  balance  the  sparsity  and 
reconstruction rate. The goal of  the parameter 

  is  to have the reconstruction error  �|� − �|� 

below Cσ�. Where a   is the standard variation 
of the noise and C is a constant.  
The solution for the problem above is derived 
using OMP. Here Cσ� is used as the parameter 
for  the  stopping  rule  of  the  OMP  algorithm. 
Each  target  patches  are  reconstructed 
iteratively  with  the  given  dictionary  D  while 
the squared sum of the residual goes below the 
stopping parameter which  is  a  function of  the 
Cσ�.  The patches  derived  from  these  routines 
are  then  aligned  and  overlapped  parts  are 
averaged  linearly.  Then  the  reconstructed 
image X will be the estimation of the original 
image  X  and  this  showed  a  great 
performances. Especially, the results using the 
dictionary from the noised image itself showed 
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the  better  performance  than  the  dictionary 
from natural images. 
From the algorithm explained above, a simple 
question  arises.  Will  it  really  give  us  the 
optimal  solution?  How  the  solution  will 
change if the OMP algorithm had more or less 
iterations?  Of  course,  less  iteration  will  give 
less reconstructed image which may results  in 
large  difference  between  the  reconstructed 
image  the  original  image.  In  the  same  way, 
more  iteration  will  give  better  reconstruction 
of  the  input  image,  which  may  lead  to 
reconstruction of the noise.  
Then  what  would  be  the  optimal  number  of 
iterations?  From  the  heuristic  experiment,  we 
found  that  the  conventional  algorithm  which 
sum of square of the residual as the parameter 
for stopping rule does not give us the optimal 
number of the iterations. Now, the goal of our 
algorithm  will  be  defining  the  better  measure 
and  parameters  for  the  OMP  algorithm’s 
stopping rule.  
To achieve this, we define the energy function 
to  determine  the  noise  level  of  the  image. 
Therefore  the  noised  image  will  have  higher 
energy value than the original image. Here we 
assume that the energy function is linear so the 
condition stated below holds: 

E(X +N) = E(X) + E(N)                (4) 

If  the condition above holds,  the E(N) can be 
easily  obtained  from  the  training  data  by 
simply  subtracting  the  energy  value  of  the 
original  image  from  the  noised  image.  In  this 
paper,  the absolute sums of  the gradients  in x 
and  y  directions  are  used  as  the  energy 
function.  By  comparing  the  energy  values  of 
the patches  from  training  original  images  and 
the  noised  images,  we  can  get  the  difference 
between  the  two  sets.  Using  this  value  we 
estimate the energy value of the original image 
from  the noised  image. Of course,  the  energy 
function  stated  above,  absolute  sum  of 
gradients,  does  not  exactly  holds  the  linearity 
condition above, but the condition fairly holds. 
In  this  way,  the  energy  value  of  the  original 
image can be estimated from the energy value 
of the noised image. 

In our method,  to denoise a noised image, we 
find  the  average  energy  value  difference 
caused  by  the  noise.  Using  the  randomly 

generated  patches,  we  add  the  same  noise  to 
the  patches  and  compare  the  average  noise 
differences  between  original  patches  and 
noised  patches.  Using  the  average  energy 
value  difference  between  noised  image  and 
original image, we reformulate (4) as follows: 

  (6) 

Here  only  the  second  term  has  been  changed 
into  the  difference  of  the  energy  value  from 
the squared sum of errors. 

To solve the above equation, we again use the 
OMP. However, in the OMP algorithm, we use 
the  difference  of  the  energy  values  as  the 
stopping  rule  instead  of  the  sum  of  square 
error.  In  other  words,  we  keep  the  iteration 
going until the energy function of the residual 
reaches to the average energy value difference. 
This  will  allow  us  to  control  the  level  of 
reconstruction  so  we  avoid  reconstruction  the 
noise while estimating the original image.  
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Experimental Result 

In  this  section  we  evaluate  and  compare  the 
results  from  our  algorithm  with  the 
conventional  algorithm.  The  tests  have  been 
conducted on the Barbara  image and the Boat 
with various noise levels. The exact same test 
has  been  conducted  with  [6],  with  the  same 
dictionaries  and  noises  for  the  comparison. 
Here  the  dictionary  used  was  the  dictionary 
from [6] which the size is 64   256. We used 
8    8  image  patches,  which  is  the  same  size 
with the conventional algorithm. Table 1 and 2 
compares  the  denoising  results  of  our 
algorithm  and  the  conventional  algorithm.  As 
the  result  shows,  our  method  showed  better 
performance  in  noise  levels  area  for  results 
using  the  global  dictionary.  For  the  results 
using  the  adaptive  dictionary,  our  method 
show competitive result and gets better as  the 
noise  level  and  the  complexity  of  the  image 
increases.  

Table 1. Summary of the denoising PSNR 
result for Barbara image. 

 

Table 2. Summary of the denoising PSNR 
result for Boat image. 

 

Conclusion 

This  paper  has  presented  the  algorithm 
developed  from  the  conventional  denoising 

method using sparse representation. It used the 
absolute  of  gradients  as  the  energy  function 
and  used  it  as  the  stopping  rule  for  the  OMP 
algorithm.  It  showed  slight  but  clearly  better 
performances  for  the  denoising  using  the 
global  dictionary  and  competitive 
performances for the adaptive dictionary.  
Yet,  this  algorithm  has  high  potential  to  be 
improved by simply defining the better energy 
function  for  modeling  the  input  noise.  Also 
estimation  could  be  developed  by  doing  the 
regression  about  the  energy  values  from  the 
training  data.  This  will  clearly  give  us  better 
estimation  about  the  original  image’s  energy 
value. Finally,  this  regression will allow us to 
model  more  complex  noises  such  as  noises 
from multimodal Gaussians. 
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In  this  work,  we  consider  the  symmetrization  problem,  that  is  the  problem  to  obtain 
more accurate information about location of points based on a priori knowledge of their 
symmetries. Methods to solve the symmetrization problem with respect to vertical and 
inclined  axes  of  reflectional  symmetry  are  considered  jointly  with  the  more  general 
symmetrization with  respect  to an  indefinite  reflection axis. The methods produce  the 
minimal  deformation  that  enhances  approximate  symmetries  present  in  a  given 
arrangement of points. 

 

Introduction 

Symmetry is a central concept in many natural 
and man-made objects and plays a crucial role 
in  visual  perception,  design  and  engineering. 
Several  recent  efforts  in  shape  analysis  have 
focused on detecting symmetries in 2D and 3D 
shapes  [1–3].  Numerous  applications  have 
successfully  utilized  this  type  of  information, 
e.g., for model  reduction [3], scan completion 
[4], segmentation [5], shape matching [1], etc. 
In many cases low-level symmetry analysis  is 
based  on  investigations  of  so-called  feature 
points,  whose  exact  meaning  depends  on  the 
resolving problem.  

One  of  the  most  common  problems, 
where  methods  of  “refinement  by  symmetry” 
can  be  efficiently  used,  is  the  biometrical 
identification,  when  the  correct  location  of 
feature  points  is  crucial.  In  particular,  the 
accuracy  of  human  face  detection  and 
recognition  strongly  depends  on  the 
measurement  precision  of  pupils  of  eyes 
location  [6].  Then  the  fact  of  near,  but 
imperfect,  reflective symmetry of human  full-
faces can be used to improve the accuracy [7]. 
In  fact,  usually  methods  of  human  face 
detection are based on the position analysis of 
several dozens feature points, which are either 
coupled  in  pairs,  symmetric  with  respect  to  a 
vertical axis, or situated in the axis.  

In  this  work,  we  present  several 
methods  to  obtain  more  accurate  information 
about  location  of  feature  points,  based  on  a 
priori knowledge of their symmetry. Note that 
positions  of  points  in  images  are  always 
known  with  some  drift  that  depends  on  such 
factors  as  the  image quality,  noise  levels  in  a 
vicinity  of  the  points,  the  processing 
algorithm,  and  so  on.  As  a  result,  evaluated 
coordinates could fail the symmetry conditions 
even  for  those  points,  which  are  in  fact 
symmetric.  So  it  is  reasonable  to  use  the 
information  about  symmetry  to  specify 
positions  of  feature  points.  Besides,  the 
symmetrization  itself  should  be  done  with 
minimal  deformation  of  points  positions  that 
enhances approximate symmetries present in a 
given arrangement of points. 

Symmetrization with respect to a vertical 
axis 

Let   1,..., nP p p   be  the  set  of  all  feature 

points given by their coordinates   ,k k kp x y . 

Assume  that  the  reflection  symmetry  axis 
coincides with the coordinate axis Oy  and that 

the  feature  points  are  ordered  in  such  a  way 

that the points   1,...,R mP p p  are in the right 

half-plane,  the  corresponding  points 

 1 2,...,L m mP p p   are  in  the  left  half-plane, 
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and  the  rest  of  points   2 1,...,O m nP p p   are 

situated in the axis Oy , as Fig. 1 shows.  

We  associate  with  the  ordered  set  P  
the following 2n -dimensional vector:  

  
Fig. 1. Symmetry with respect to the vertical axis Oy . 

 

   1 2 1 1, ,..., , ..., , ,...,
T

n n np p p x x y y X  . 

Evidently,  all  such  vectors  form  the 

vector  space  2nR .  Taking  into  account  the 
partition  into  the classes 

R
P ,

L
P ,

O
P , note  that 

if  the  positions  of  all  the  feature  points  are 
precisely  known,  the  following  conditions 
must be satisfied: 

, 1,..., ;

, 1,..., ;

0, 2 1,..., .

i m i

i m i

i

x x i m

y y i m

x i m n





  

 

  

 

It  is  easy  to  check  that  the  set  of  all 

vectors in  2nR  under these conditions form an 

n -dimensional  subspace  2n

Sym
R R .  Note 

that  the  “symmetrization”  of  a  given 
arrangement  P   of  feature  points  means 
finding  the  vector  s SymX R   that  is  the  best 

approximation of  X  by the Euclidean norm: 

arg min
Sym

s
Z R

X Z X


 - . 

Thus,  sX   is  the  orthogonal  projection  of  X  

onto the subspace  SymR .  

To  find  the  projection  sX ,  let Q   be  the 

projection matrix onto the subspace  SymR , and 

let  A   be  a  (2 )n n -matrix  with  SymR   as  its 

column  space,  so  that  columns  of  A   form  a 
basis for the subspace  SymR . Then, since  A   is 

a  matrix  with  linearly  independent  columns, 
we know [8, p. 164], that  

 
1

T TQ AA A A A A
-

  , 

where  A  is the pseudoinverse of  A , and so 

sX QX . 

To complete the solution, note that 

2

0 0 0 0

0 0 0 0

0 0 0 0 0

m m
T

m m

n m

I I

A I I

I


          

, 

and so  

2

01 1

02 2n

S
Q I

S

        
,  

where S  is the following n n -matrix: 

2

0 0

0 0

0 0

m

m

n m

I

S I

I


         

. 

Hence,  for  the  vertical  reflextion  axis 
the symmetrization can be easily performed by 
producing  simple  operations  over  coordinates 
of  feature  points.  Namely,  to  symmetrize  a 

pair  of  points 
i R
p P   and  m i L

p P


 ,  we 

need to take a pair of points with coordinates 

,
2 2

i m i i m i
x x y y 

        
. 

To  symmetrize  a  point  from 
O
P ,  we  need  to 

zeroize  its  x-coordinate,  and  leave  its  y-
coordinate without changes. 

Symmetrization with respect to an 
arbitrary axis 

Now,  let  the  reflection axis be defined by  the 
equation  y ax b  ,  (where  0a  ),  as  it  is 

shown  in  Fig. 2.  Then  the  symmetrization 
problem can be solved by switching  to a new 

coordinate  system   O x y   .  Namely,  assume 

that  the  y -axis  of  the  new  system  coincides 

with the reflection axis, the origin  O  is in the 
point, where  y -axis crosses  Oy , and  O x    is 
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orthogonal  with  O y    in  such  a  way  that 

 O x y    is a “right-handed” system.  

 
Fig. 2. Symmetrization with respect to an arbitrary axis. 

 
Let  ( , )x y   be  coordinates  of  an 

arbitrary point in the “old”   Oxy -system, and 

let  ( , )x y   be coordinates of the same point in 

the “new”   O x y   -system. Then  

cos ( ) sin

sin ( ) cos

x x y b

y x y b

 

 

   -

  -  -
, 

where  the  values  of  cos   and  sin   follow 

from the condition  cot 0a  -  , so that  

2

1
sin

1a
 


,      

2
cos

1

a

a
  -


. 

Just as above, we consider the vector  

  2
1 1,..., , ,...,

T n
n nX x x y y R  , 

formed  by  coordinates  of  the  feature  points 

with  respect  to  the  “old”   Oxy -system,  and 

the  vector  X    of  coordinates  of  the  same 

points with  respect  to   O x y   . These vectors 

are related by  

 X R X bK  - ,  

where  (0,..., 0,1,...,1)TK  , and 

cos sin

sin cos
n nT

n n

I I
R

I I

 

 

          
. 

It  converts  the  symmetrization  with 
respect to an arbitrary axis  into the previously 
solved  problem.  Indeed,  we  may  symmetrize 
X   in the same way, as it has been done in the 
previous  section,  and  then  return  the 

symmetrized  vector 
s
X    back  into  the   Oxy -

system: 

  T T
s sX RX bK R QR X bK bK   -  , 

or 

s
X GX bHK  , 

where  

TG RQR     and     TH I RQR  . 

Now, it as an easy matter to work out that  

2

cos2 sin21 1

sin2 cos22 2n

S S
G I

S S

 

 

           
; 

the expression for H  is similar.  

Symmetrization with respect to an 
unknown axis 

Assume now, that the parameters  a  and b  of a 
reflection symmetry axis are unknown, though 
the  existence  of  such  axis  follows  from  the 
nature  of  the  problem  under  solution.  In  this 
section  we  use  the  previously  developed 
methods to determine the parameters in such a 
way that symmetrization could be achieved by 
the minimal deformation. For this we need the 
following notations: 

(1 ... 11 ... 1)T

n n

  ,  
1
0 (1 ... 10 ... 0)T

n n

 


, 


0
1 (0 ... 01 ... 1)T

nn

 


. 

So let the reflection axis be defined by 
y ax b  ,  where  cot 0a  -    and  b   are 

undefined  parameters.  The  corresponding 
optimization problem is 

 
2

, ,0
1( ) minY bTAY R X b  - -  , 

where  AY Z   is  the  resulting  vector  of 
coordinates  of  symmetrized  points.  In  other 
words,  to  achieve  the  optimal  symmetrization 
we need to find the parameters  , b , and the 

minimizing vector Y .  

Let   , ,F Y b  be the expression under 

the  minimization.  Writing  it  in  a  matrix  form 
and using the minimization criteria, we would 
get the following equations: 

x

y



(0, )b

y ax b 

O

O
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 , ,
0

F Y b

Y





, 

 , ,
0

F Y b







, 

 , ,
0

F Y b

b





. 

A  series  of  appropriate  calculations  and 
transformations produce the system 

 

 

     

0
1

0
1

0 0 0
1 1 1

( ) ,

( )
0,

( ) .

T

T

T T

AY QR X b

dR
X b AY

d

R AY X b

 






   

  -



- 



 -

 

The  first  (matrix)  equation  gives  us  the 
symmetrized vector in relation with   and  b . 

The  last  two  scalar  equations  can  be  used  to 
find the parameters   and  b  of the reflection 

axis.  

To  write  down  the  final  solution, 
assume  that  the  vector  X   is  partitioned  into 
the “centralized” blocks 

 1 2 3 1 2 3
T T T T T TX x x x y y y       , 

where 
i i avx x x e - , 

i i avy y y e - ,  1,2,3i  , 

e   is  the  vector  of  1’s  of  an  appropriate 
dimension, and 

1

1 n

av i
i

x x
n 

      and    
1

1 n

av i
i

y y
n 

   

are  averages  of  x-  and  y-coordinates  of  the 
evaluated  feature  points.  Then,  after  some 
tedious  transformations  of  the  last  two 
equations  of  the  system,  the  next  result 
follows: 

1 2 2 1 3 3

1 1
1 2 1 2 3 3 3 32 2

( , ) ( , ) ( , )
tg 2

( , ) ( , ) ( , ) ( , )

x y x y x y

x x y y x x y y


 


-  -

     

       
, 

cotav avb y x   . 

Substitute  the  evaluated  parameters     and  b  

into  the  first  equation  of  the  system,  we  can 
find  the  symmetrization  AY Z   of  the 
original  vector  X .  As  the  last  step  of  the 
solution,  the  symmetrized  vector  should  be 

transformed  into  the original “old” coordinate 
system.  

Conclusion 

We  have  considered  the  problem  of  feature 
points  symmetrization  with  respect  to 
reflectional  symmetry.  It  has  many  different 
applications,  since  reflection  is  the  most 
simple and common kind of 2D symmetry. At 
the  same  time,  rotational,  dihedral  and 
translational  symmetries  are  also  quite 
common  for  2D  image  processing  problems, 
and  the skew affine symmetries are under  the 
special  interest  because  of  real-world 
applications. Considera-tion of 3D symmetries 
seems  to be even more  challenging. Rigorous 
mathematical solutions of such symmetrization 
problems  could  be  quite  involved  but  would 
lead  to  improved  and  extended  methods  of 
image processing.  
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Piecewise constant image approximations of sequential number of segments or clusters 
of disconnected pixels are treated. The method of majorizing of optimal approximation 
sequence  by  hierarchical  sequence  of  image  approximations  is  proposed.  A 
generalization for multidimensional case of color and multispectral images is foreseen. 

 

Introduction 

In  terms  of  deductive  Descriptive  approach 
[3, 7]  the  preliminary  stage  of  image 
transformation  from  the  original  form  into  a 
recognizable  form  is  considered  in  the  report. 
For this purpose, the piecewise constant image 
approximations  are  studied.  According  to  the 
formal  quality  assessment  the  optimal 
approximations  are  the  best,  since  they 
minimally differs from the image in the values 
of total squared error  E  or standard deviation 
   of  the  image  pixels  from  the  averaged 
pixels  of  approximation.  On  the  other  hand, 
hierarchical  approximations,  compared  with 
nonhierarchical  ones,  are  far  preferable  for 
image  recognition  tasks.  Whether  these 
requirements  are  compatible  -  that  is  the 
question to be discussed. 

Analytical description 

Let’s  consider  the  general  case  of  multi-
dimensional  pixel  clustering  for  color  or 
multispectral  images.  Let  1I   and  2I   be  two 

central  data  points  of  averages  intensities  for 
clusters  1  and  2 ,  respectively.  Let  1n   be  the 

number  of  pixels  in  the  cluster  1   and  2n   be 

the number of pixels in the cluster  2 . Then the 
increment  mergeE  of the total squared error  E  

caused  by  the  merging  of  specified  clusters 
and the reduction of the number of clusters per 
unit is given by the following formula: 
 

0
11

21

2

21 


-


nn
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Emerge

, 
 

(1) 

 

where  the  symbol    denotes  an  Euclidean 

distance. 
Just  this  quantity  is  minimized  in  the  version 
[1]  of  Mumford-Shah  model  [10, 11].  In  the 
version [6],  the formula differs by an additive 
term,  and  in  FLSA  version  [2]  by  a 
multiplicative  factor  to  take  into  account  the 
total  length  of  the  boundaries  between  the 
segments (clusters of connected pixels). 
Let's  write  down  the  formula  for  splitting  of 
the  cluster  1,  when  its  1nk    pixels  with  the 

central data point  I ,  initiate a new cluster.  In 
this case, cluster  1 is split into two clusters of 
k   and  complementary  kn -1   pixels,  and 

cluster splitting is accompanied by increase of 
the cluster number per unit  along with a non-
positive  increment  splitE   of  the  total  squared 

error: 
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(2) 

 
The  composition  of  splitting  and  merging  of 
clusters  induces  a  correction  operation  without 
changing  the  number  of  clusters,  which  is 

accompanied  by  an  increment  correctE

 

of  the 

total squared error: 
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(3) 

 
where  the  negative  term  in  (3)  describes  the 
increment of the total squared error  E , caused 
by converting of  k  pixels from cluster 1 into a 
separate  cluster,  and  the  first  term  in  (3) 
describes  the  increment  of  E   caused  by 
merging of the initiated cluster with the cluster 
2 , in accordance with (1) and (2). 
Noteworthy that by simplifying of the formula 
(3)  K-means  method  [8, 9, 14]  is  derived. 
Applying  (3) precisely,  we have proposed  for 
the  clustering  of  pixel  sets  a  more  accurate 
method  [5],  which  in  one-dimensional  case 
provides a calculation of a complete sequence 
of  optimal  image  approximations  that  are 
treated  in  multi-threshold  Otsu  method 
[12, 13].  Then,  using  (1)  and  (2)  we  have 
developed  top-down/bottom-up  segmentation 
algorithm  vFu

  

that for given image  u  and any 

masking  image  v   produces  a  hierarchical 
sequence   iv  of approximations  gvvv ...,,, 21 . 

The  sequence  of  approximations  iu vvF   

depending  on  successive  cluster  number  i   is 
described  by  a  convex  monotone  sequence  of 
corresponding  values  0...,,21  gEEE  

of total squared error  E : 
 

1...,,3,2,
2

11 -


 - gi
EE

E ii
i , 

(4) 

 
where  1E   corresponds  to  a  trivial  image 

approximation  1v ,  containing  a  single  cluster, 

and  0gE   describes  the  last  approximation 

uvg  , containing the clusters of equal pixels. 

In  the  case  of  uv    the  algorithm  uFu  

produces  a  sequence   iu   of  approximations 

guuu ...,,, 21 ,  which  is  reproduced  when 

replacing  the  masking  image  by  any  of 
specified approximations: 
 

uFuFuFuF uguuu  ...21 .  (5) 

The  property  (5)  is  characteristic  for  the 
sequence  of  approximations  guuu ...,,, 21 , 

since  in  a  different  choice  of  image-mask, 

particularly,  in  the  choice  of  an  optimal 
approximation as masking image, this property 
is lost. 
Thus,  in  one-dimensional  case  of  gray-scale 
image,  a  sequence  of  optimal  approximations 
is majorized by the self-consistent sequence of 
hierarchical  approximations, which eventually 
should be generalized to the multidimensional 
case of color and multispectral images. 

Experimental results 

Optimal  and  hierarchical  approximations  for 
standard  Lenna  image  in  2,  4,  8  and  16 
gradations are illustrated top-down in Fig. 1. 

 

   

   

   

   
Fig. 1. Optimal and hierarchical image approximations. 
 
Fig. 1  shows  the  optimal  approximations  on 
the  left.  The  hierarchical  approximations  are 
shown  on  the  right.  Two  bottom 
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approximations  visually  coincide  with  each 
other and with the original image. 
The  sequential  values  iE   of  the  total  squared 

error  for  approximations  containing  up  to  10 
clusters of pixels  are given  in  the  table 1  and 
graphically illustrated in Fig. 2. 
 

Table 1. Total squared error 
g  Optimal  Hierarchical 
1  204664605,4  204664605,4 
2  61548497,96  70364664,51 
3  29502852,42  31708474,68 
4  14675887,34  15629646,62 
5  8967579,334  10149880,78 
6  6605810,961  7647674,675 
7  4691315,544  5568946,159 
8  3697423,421  4054979,449 
9  3042513,759  3447078,552 

10  2473873,467  2853095,235 

 
Fig. 2. Convex dependencies of E on cluster number g. 

 
Fig. 2 shows the behavior of the  total squared 
error  for  the  optimal  (dashed  line)  and 
hierarchical  (solid  line) approximations of  the 
image  depending  on  the  number  of  clusters. 
The upper graph shows a monotonic decrease 
of  the  total  squared  error  iE   itself  and  the 

lower graph  shows  the  monotonic  increase of 
its increment:  1...,,2,1,1 --  giEEE iii . 

So, both dependencies are convex. 
The overall results on segmentation are briefly 
presented  graphically  in  Fig. 3,  which 
demonstrates the dependencies of the standard 
deviation   on the cluster number in the range 

from  1  to  1000  (   is  related  with  the  total 

squared error by the formula:  2NE  ). 
In  Fig. 2  the  central  gray  curve  separates  the 
upper two curves describing partitioning of the 
image into connected segments from the lower 
curves  that  describe  the  image  segmentation 
by clustering of disconnected pixels. 

 
Fig. 3. Dependencies of σ on cluster number g 

(logarithmic scale along horizontal axes). 
 
Upper  dashed  curve  describes  image 
segmentation  according  FLSA  version  [2]  of 
Mumford-Shah  model.  The  next  curve  just 
bellow  dashed  one  describes  segmentation 
according [1].  
The  gray  curve  demonstrates  the  calculations 
in  our  extended  version  of  Mumford-Shah 
model, wherein the number of operations with 
the  pixel  sets  is  tripled  according  to  (1)-(3). 
The algorithm is characterized as an algorithm 
of  region  growing,  wherein  just  only  the 
minimization  of  a  total  squared  error 
determines  how  segment  appears,  how  it  is 
subdivided into the parts and how one segment 
captures  the  part  of  another  with  possible 
splitting  of  segment  into  disconnected  pieces. 
The  smooth  curve  sections  correspond  to 
hierarchical  subsequences  of  image 
approximations  and  stepwise  drops  describe 
the conversion of one hierarchy into another. 
Two  of  the  lowest  coalescing  curves  in  Fig.3 
describe  the  same  optimal  and  majorizing 
approximations  that  illustrated  by  Fig.  2.  The 
next  overlying  curve  corresponds  to  a 
sequence  of  approximations  generated  by  the 
algorithm  vFu   for  the  mask  v   obtained  by 

resizing  of  the  image  u   in  sixteen  times  for 

 E

 g

 E

 g
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each  dimension.  At  first,  the  algorithm  vFu , 

starting from given approximation  v  generates 
a  complete  sequence  of  approximations  by 
top-down  and  bottom-up  segmentation,  and 
then  edits  them,  converting  into  resulting 
approximation sequence   iv   that corresponds 

to  a  convex  sequence   iE   (4).  To  apply  the 

algorithm  in  multidimensional  case  of  color 
and  multispectral  images,  additional  masking 
images should be introduced. 
The image partitions for an increasing number 
of  clusters  do  not  depend  from  the  linear 
transformation  of  intensities,  and  the 
algorithms  of  generating  of  image 
approximations  commute  with  an  image 
enlargement by doubling of pixels. 

Conclusion 

Thus,  in  the  report we perform a comparative 
analysis  of  segmentation  techniques  based  on 
advanced K-means method, a complete multi-
thresholding  method  according  N. Otsu  and 
also  extended  Mumford-Shah  model  with  the 
triple  number  of  operations  with  clusters  or 
segments [4, 5]. 
We draw attention  that a  sequence of optimal 
approximations of an image in general case is 
not  hierarchical.  However,  it  turns  out  that  a 
sequence  of  optimal  approximations  is 
majorized  by  a  sequence  of  hierarchical 
approximations. Furthermore, in both cases the 
distances  between  the  image  and  its 
approximations  depending  on  a  number  of 
clusters are described by a convex sequence in 
values  of  total  squared  error  that  fall  down 
with  increasing  number  of  clusters.  It  is 
equally  important  that  our  MOAS  method  of 
majorizing of optimal approximation sequence 
is  accessible  for  generalization  to  the  case  of 
multidimensional  case  of  colors  and 
multispectral images. 
In  contrast  to  the  nonhierarchical 
approximations,  the  hierarchical 
approximations  provide  fast  generation, 
storage  in  a  fixed  lesser  volume  of  RAM,  as 
well  as  effective  image  processing,  skipping 
the  repetitions  of  clusters  or  segments.  We 
therefore  look  forward  to  the  implementation 
of  our  approach  in  image  processing  domain, 
especially  in  the  practice  of  automatic  object 
detection. 
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Pattern  recognition  based  on  phase-only  filtering  designed  with  partial  phase 
information is presented. The modified phase-only filter is able to discriminate similar 
objects  is  proposed.  The  recognition  performance  of  the  suggested  filter  is  compared 
with that of common correlation filters in terms of discrimination capability. Computer 
simulation results are provided and discussed. 

 

Introduction 

  Pattern  recognition  is  one  of  the  most 
important  topics  in  image  and  signal 
processing.  One  of  the  ways  to  take  into 
account  features  of  a  signal  such  as  edges, 
contours, abrupt signal change etc. is to use the 
phase  information  of  the  signal  Fourier 
transform.  Moreover,  the  phase  information 
often  is  invariant  to  a  linear  signal  distortion 
[1]. The classical matched correlation filter [2] 
is  based  on  the  phase  information  and 
optimized  with  respect  to  mean  squared  error 
(MSE)  for  detection  of  objects  in  additive 
Gaussian  noise.  Many  different  types  of 
correlation filters for pattern recognition based 
on  correlation  have  been  proposed  [3].  A 
traditional  way  to  design  correlation  filters  is 
to make filters  that optimize different criteria. 
Some  of  these  measures  can  be  essentially 
improved  using  an  adaptive  approach  to  the 
filter  design  [4-7].  According  to  this  concept, 
we  are  interested  in  a  filter  with  good 
performance  characteristics  for  a  given 
observed  scene,  i.e.,  with  a  fixed  set  of 
patterns or  a  fixed background  to be  rejected, 
rather  than  in  a  filter  with  average 
performance  parameters  over  an  ensemble  of 
images.  
  One  of  the  most  important  performance 
criteria  in  tasks  of  pattern  recognition  is  the 

discrimination capability  (DC), or how well a 
filter detects and discriminates between classes 
of objects. A theoretical analysis of correlation 
methods  was  made  by  Yaroslavsky  [4].  He 
suggested a filter with minimum probability of 
anomalous  localization  errors  (false  alarms) 
and  called  the  optimal  filter  (OF).  An 
important feature of the OF is its adaptivity in 
application  to  pattern  recognition  or  target 
detection because its frequency response takes 
into  account  the  power  spectrum  of  wrong 
objects or an observed scene background to be 
rejected. The disadvantage of the OF in optical 
implementation  is  its  extremely  low  light 
efficiency.  
  Another  fruitful  approach  to  synthesis  of 
adaptive  correlation  filters  with  improved 
performance  parameters  is  based  on  idea  of 
zero-blocking  the  phase-only  filter  [8]  (POF)  
transmission at some frequencies [9-12].  
  In  this  paper,  we  suggest  another  method 
derived  from  the  definition  of  discrimination 
capability  to  design  a  filter  for  real-valued 
images  with  a  given  value  of  discrimination 
capability  using  partial  phase  information  of 
POF  spectrum components of  similar  objects. 
With  the  help  of  computer  simulation  we 
compared  the  performance  of  the  proposed 
method with that of common correlation filters 
in terms of discrimination capability.  
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Design of phase-only filter with improved 
discrimination performance  

  For  simplicity  of  the  analysis,  we  assume 
that  an  input  scene  contains  the  target  and  a 
similar  pattern  to  be  rejected.  These  two 
objects  are  nonoverlapping.  The 
discrimination  capability  for  pattern 
recognition may be expressed as [4]  
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where  CT  and  CB  are  the  target  and  the  non-
target  correlation  peaks,  respectively;  that  is, 
CB  is  the  maximum  in  the  correlation  plane 
over the background area to be rejected; CT  is 
the  maximum  in  the  correlation  plane  to  be 
recognized.  In  the  case  of  two  objects  (the 
target  and  the  non-target),  CB  is  the  cross-
correlation peak, and CT is the auto-correlation 
peak.  For  the  filter  synthesis,  let  us  assume 

that   ,t x y   and   ,b x y   represent 

respectively  the  target  centered  at  the  origin, 
and  the  non-target  placed  in  the  scene  at 
coordinates  that  the cross-correlation  intensity 
maximum appears at  the origin. The POF is a 
basic  filter  for  filter  synthesis.  The  transfer 
function of a conventional POF is given by [8] 
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Let us apply the filter to the target image. The 
auto-correlation  peak  for  the  centered  target 
image  coincides  with  the  origin.  For  the  case 
of  the  non-target  image,  we  repeat  a  similar 
procedure,  however,  instead  the  auto-
correlation  intensity  peak  we  use  the  cross-
correlation  intensity  peak  (defined  as  the 
cross-correlation intensity maximum). Let 
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be the Fourier transforms of the target   ,t x y  

and the non-target   ,b x y , respectively. Here 

 ,t u v   and   ,b u v  are  their  phase 

distributions.  When  the  POF  is  used,  and  the 
input  scene  is  real-valued,  and  it  contains  the 

reference  image   ,t x y   and  the  object  to  be 

rejected   ,b x y , the discrimination capability 

(1) can be written as 
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By substituting a predefined value of  the DC, 

say   21 e- , into (4) after some manipulations, 

we arrive at a relation consisting of the product 

of two expressions:  
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Our  objective  is  to  force  the  product  to  be 
zero,  or,  for  the  case  of  numerical  filter 
synthesis,  to  minimize  the  absolute  value  of 
the  product  in  (5).  Note  that  the  product  is 
equal  to  zero  if  at  least  one  of  the  product 
parentheses  is  equal  to  zero.  This  can  be 
achieved using only partial  phase  information 
at  some  frequencies.  To  enable  the  use  of  a 
computer, we replace all the integrals by sums 
and discretize all continuous signals according 
to a sampling rate. The total algorithm consists 
of two independent steps. First, samples of the 
first  expression  in  (5)  are  sorted  into 
variational  row  based  on  their  magnitudes. 
Then  we  choose  the  minimum  quantity  of 
samples  in  the  variational  row  to  be  chosen 
until  the  equality  condition  in  (5)  is  satisfied. 
If,  for  instance,  the  calculation  result  of  the 
first parenthesis  in  (5)  is greater  than zero we 
assign the amplitudes in variational row equal 
to zero starting with the highest value sample. 
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In this way we choose the minimum number of 
elements of the first expression in (5). Second, 
the  above-described  procedure  is  repeated  for 
the  samples  of  the  second  parenthesis  in  (5). 
By comparing the two results, we shall obtain 
a support region of the POF with the minimum 
quantity  of  selected  elements.  In  general,  for 
real and positive images it is only necessary to 
take into account the first expression in (5).  

Computer simulation  

  In  this  section,  we  apply  the  conventional 
POF,  the  OF,  and  the  modified  phase-only 
filter  described  in  section  2  on  the  same  test 
image. The  scene  shown  in Fig.  1  consists  of 
two  similar  character  objects  placed  in 
256x256  array:  E  and  F  (the  letter  F  is 
contained in the letter E).  
 

 
 

Fig. 1. Test scene. 

 
The  target  is  the  letter  F.  The  correlation 
performance  in  terms  of  the  number  of 
blocked  (unused)  elements  (NBE) normalized 
to  the  number  of  image  pixels  versus  the 
discrimination  capability  (DC),  obtained  with 
the  proposed method  is  shown  in  Fig.  2.  The 
performances  with  respect  to  the  DC  of  the 
POF and the OF are 0.1 and 0.7, respectively. 
Note  that  the  proposed  algorithm  essentially 
improves the DC compared with the POF and 
may achieve better discrimination than that of 
the  OF.  This  means  we  can  design  filters 
which are more adaptive to a given scene than 
the OF. The price of these improvements is the 
decrease of the light efficiency compared with 
that  of  the  POF.  The  set  of  frequencies  for 
which the filter magnitude is not equal to zero 

(selected  phase  distribution)  is  called  the 
region of support. 
 

 
 
Fig. 2. Performance of the proposed method in terms of 

NBE versus DC. 

 
The binary image shown in Fig. 3 is the region 
of support computed for the test image by the 
proposed method.  
 

 
 

Fig. 3. Selected phase components (white areas) 
yielding DC of 0.85. 

 
The  image  center  represents  the  origin  (zero 
frequency),  the  black  regions  are  where  the 
POF  is  blocked,  and  the  white  represents 
places  where  the  POF  is  transparent.  The 
number  of  used  phase  components  of  45% 
helps us to yield the value of the DC of 0.85.  
The correlation intensity distributions obtained 
with  the  conventional  POF  and  with  the 
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proposed method are presented in Figs. 4a and 
4b, respectively.  

 

Fig. 4a. Correlation intensity distribution for the test 
image obtained with the conventional POF. 

 
Fig. 4b. Correlation intensity distribution for the test 

image obtained with the proposed POF. 

 
Note  that  in  Fig.  4a  the  output  correlation 
plane of the conventional POF has two almost 
equally high correlation peaks. In contrast, the 
output correlation plane in Fig. 4b obtained by 
the  proposed  algorithms  consists  of  a  high 
correlation  peak  at  the  position  of  the  target. 
These  results  clearly  demonstrate  the 
advantages of the proposed method. 

Conclusion 

  We  used  the  definition  of  discrimination 
capability  to  design  filters  for  real-valued 
images  with  a  given  value  of  discrimination 
capability  using  partial  phase  information  of 
POF  spectrum components  of  similar  objects. 
With  the  help  of  computer  simulation  we 
compared  the  performance  of  the  proposed 
method with that of common correlation filters 
in terms of discrimination capability.  
  The  design  method  was  derived  under 
assumption  that  the  maximum  cross-

correlation  is centered at  the origin and  is not 
moved  during  the  blocking  operation.  For 
tested  images  that  we  have  used  in  computer 
simulation  this  assumption  is  satisfied.  A 
generalization of the method to an input scene 
with  several  objects  to  be  rejected  is 
straightforward.  
  In  future  it  is  of  interest  to  investigate  the 
use  of  phase  information  for  recognition  of 
linear distorted similar objects imbedded into a 
noisy cluttered background [13]. The proposed 
method  can  be  adapted  for  these 
circumstances. 
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The paper deals with  the usage of  the functional of  full cross-validation when solving 
the problem of building a local signal/images processing procedures, based on empirical 
data (hierarchical regression).  It  is proposed a methodology of stopping of the process 
of formation of various combinations of training and control samples, and the process of 
constructing of processing procedure, based on the interval estimation of the functional 
of sliding quality control. 

 

Introduction 

The  tasks  of  local  processing  and  analysis  of 
digital images are widely used in various fields 
of  human  activity.  At  the  same  time,  the 
distinction  of  processing  algorithms  and 
handling  large  amounts  of  data  (satellite 
images,  remote  sensing  data,  hyperspectral 
data,  multi-dimensional  signals  and  so  on), 
taking  into  account  the  requirements  of  the 
high  performance  leads  to  the  need  of  usage 
non-linear local transformation routines [3,5,7]. 
One of the most common approaches currently in 
use  is  the  realization  of  cybernetic  principle  of 
"black  box"  (the  terms  of  other  authors  is  the 
processing via recognition, processing basing on 
precedents). In this case transformation itself and 
its parameters are determined based on analyzing 
of the input and output signals, or images [4,6,7].  
The  classic  approach  to  constructing  of 
approximately  universal  procedures  of  local 
adaptive  digital  signal  and  images  processing, 
which implements the principle of "black box" 
is  based  on  usage  of  technique  of  artificial 
neural  networks[7].  As  alternative,  but 
substantially  less  researched  version  of 
described  solution  is  the  use  of  hierarchical 
computational  structure,  such  as  the  decision 
trees  and  regression  trees  [4,6].  In  both  cases, 

one  of  the  main  problems  is  the  solution  of 
stopping  the  learning  process,  as  well  as  the 
veracity of the obtained result. 
Usually,  for  estimation  of  the  generalization 
capability  and  selecting  a  stopping  rule  of  the 
learning procedure  is used statistical  theory of 
Vapnik–Chervonenkis  [1],  which  relates  the 
three  parameters  of  training:  training  error, 
veracity (reliability), and the length of training 
dataset.  But  estimations  of  statistic  theory  is 
highly  inflated  and  not  take  into  account  the 
possible  rearrangement  of  the  elements  of 
training  and  testing  datasets.  A  more  efficient 
way to estimate of the generalization capability 
is the use of combinatorial theory of reliability 
of Vorontsov [2], which is based on evaluation 
of  the  functional  of  full  cross-validation, 
assuming verification all possible combinations 
of  division  dataset  into  training  and  testing 
part.  The  correct  solution  of  the  task  of 
constructing  of  image  processing  procedures 
which  takes  into  account  all  combination  of 
training and control datasets is  unrealizable in 
practice  because  of  the  giant  enumeration  of 
variants  of  different  combinations.  Therefore, 
this article proposes decision procedure, which 
allows  to  determine  the  need  to  stopping  or 
continuation  of  formation  of  training  and 
testing  datasets  is  necessary  for  constructing 
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processing  algorithm  according  to  their 
concrete number. 

Task specification 

The  model  of  local  image  processing,  which 
implement  the  principle  of  "black  box" 
(processing  through  the  recognition  or 
processing based on precedents), in most cases, 
suggests  decomposition  of  the  transformation 
into  two  stages:  the  formation  of  the 
description  of  the  fragments  of  image 
(formation  of  the  features)  and  calculation  of 
transformation  results  [4]. The construction of 
the  transformation  is  realized  on  the  basis  of 
processing precedents – a  set of matched pairs 
of  images  (the  "entry"  X  and  the  desired 
"outcome  of  the  processing"  Z)  with  the 
minimization of transformation errors.  
Then  have  to  perform  the  analysis  of  the 
generalization  capability  of  constructed 

procedure on the basis of combinatorial theory 
and full sliding control functional:  

1
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where     –  finite  set  of  objects  for  training 
(precedents), which in this case corresponds to 
the number of the image pixels,  

  ( )   –   algorithm (method) of teaching on a 

set of training dataset  , 

  ( , ),    1,2,...,s t
n n n N     –  all  possible 

partitioning  variants  of  the  dataset     on  a 
training and control datasets.  
  ( ( ), )s t

n n      –  frequency  of  errors  of 

algorithm  ( )s
n  ,  constructed  based  on  a 

dataset  s
n  and tested on dataset  t

n .  

The  total  number  of  all  possible  N 

decompositions of dataset is equal  s
TC . General 

scheme of  construction  procedure  is  shown  in 
Figure 1. 

 
Fig. 1. Scheme of construction procedure with exhaustive search on datasets 

 
Is  quite  logical  is  the  fact  that  when  working 
with  images  solution  of  problem  of 
constructing  the  processing  procedures  taking 
into account the all combination of training and 
testing  dataset  is  unrealizable  in  practice 
because  of  the  giant  of  busting  on  various 
combinations  of  datasets.  Therefore,  it  is 
necessary to develop a method to determine the 
possibility of stopping a forming, or the need to 
continue  training  and  testing  datasets 
generation  on  the  base  of  a  finite  number  of 
them. 

The proposed solution 

With rather large volumes of the sampling can 
be assumed that the error rate of the algorithm 
has  a  binomial  distribution  with  t  degrees  of 
freedom (the  length of  the  testing dataset) and 
the probability of "success" is p (quality of the 
algorithm on a control set). In this way:  

( ( ), ) ( , )s t
n n Bin t p     . 

 
Function of the probability is specified as:  
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Then  the  distribution  of  the  functional  full 
cross-validation is evaluated: 
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Based  on  the  analysis  of  functional 

1 1 1 2 2 2( , ), ( , )st stQ Bin N t p Q Bin N t p     for 

the  different  subsets  of  features  (in  the  case 
when  we  decide  whether  to  recalculate  the 
feature  space,  or  to  stop    the  process  of 
building  a  processing  procedure)  under  the 
assumption  of  2 1p p ,  with  veracity     (and 

correspondingly  1 2p p ,  with  the  veracity 

(1 )-  )  the  decision  about  continuing  or 

stopping  of  process  of  generating  of  different 
combinations  of  training  and  control  datasets 
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(and  transition  to  the  next  subset  of  features) 
can be taken.  
In  such  case  the  quality  of  the  algorithm  on 
dataset  , accordingly can be estimated as: 
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Moreover,  if  1n    (the number of objects – 
and that is justified, because corresponds to the 

image size) and the      is fixed, we obtain the 
Poisson distribution with parameter    :   

( , ) ( ).Bin n P
n

    

In  this  case  to  make  a  decision  of  stopping 
generation of various combinations of  training 
and control datasets, and about the transition to 
the  next  subset  of  features  it  is  necessary  to 
calculate  confidence  intervals  for  the 
expectation  of  a  Poisson  distribution  for  the 
functional full cross-validation on a datasets N1 
and N2 in form: 

1 /2 1 1 /2 1 1 /2 2 1 /2 2

1 1 2 2

1 1 2 2

,   , ,
N N N N

- - - -
          
 -    -     
      

 

where  1 /2-  – quantile of distribution  0,1N   for 

level 1 / 2 ( 1 ).-   -   

 
Fig.2. Constructing of confidence intervals 

 

The decision of stopping of generation of various 
combinations of datasets  and about  the  transition 
to  the  next  subset  of  features  is  taken  at  a  time 
when  a  separation  of  calculated  confidence 
intervals on adjacent steps is achieved. 

Illustration of the process of processing 
algorithm constructing (training). 

As  a  family  of  features  have  been  used 
characteristics obtained as a result of local discrete 
wavelet  transforms  of  signal  and  image.  Such 
features  corresponds  to  the  following 
specifications: 
existence of the efficient calculation algorithm [8]; 
completeness of description of the input signal; 

consistently  obtaining  and  using  of  features  that 
eliminates the problem of exhaustive search on the 
features space.  
Issues  related  to  the  features  formation  on  the 
basis of algorithms of local DWT, as well as their 
advantages  by  using  in  local  image  processing 
tasks, is considered in [8]. 
As  the  processing  procedure  (transformation 
function) were examined the regression trees and 
the artifical neural network. 
Figure  3  shows  an  example  of  training  of  a 
regression  tree,  for  different  sets  of  features 
(K=1,2,3,...,12,  with  a  gradual  increase).  The 

graphs  show  the  noise  reduction  (
2

VDe )  with 
the  increasing  of  a  regression  tree  depth  (Hav). 
Figure  4  presents  a  statistics  of  process  of 
regression  tree  construction  on  a  various 
combinations  of  training  and  control  datasets 
(group of points of each colors correspond to the 
optimum  value  of  quality  for  a  given  set  of 
features  K=1,2,3,...,12,  in  the  case  of  exhaustive 
search a  some number of variants of partitioning 

( , ),    1,2,...,s t
n n n N  

  of  a  dataset     on 
training and control part). 

 
Fig. 3. Process of training of processing procedure 

at various features space  

 
Fig. 4. Statistics of quality of procedures for different 

combinations of training and control datasets 
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Figure 5 is a graph of the construction process 
of  local  image  processing  procedures,  with 
confidence  intervals,  for  the optimal  values of 
quality  (the  dependence  of  noise  reduction  on 
the  number  of  features),  and  Figure  6  - 
calculation  of  the  required  number  of 
combinations  of  training/testing  datasets    for 
the making a decision of switching to the next 
set  of  features  (the  number  of  combinations 
required  for  the  separation  of  the  confidence 
intervals on the adjacent steps). 

 
Fig. 5. Construction of the processing procedure  

with confidence intervals 

 
Fig. 6. Calculating of combinations number 

Conclusion 

The  proposed  method  of  estimation  of  the 
required  number  of  training  iterations  of  the 
algorithm  processing  and,  as  a  consequence, 
the  stopping  rule  of  the  formation of  different 
combinations  of  training  and  testing  datasets 
based on their particular number allows to use 
the  full  functionality  of  combinatorial  theory 
and a functional of full cross-validation control 
during  the  constructing  (training)  processing 
procedures, which are tuning on the bases of a 
training  dataset.  As  a  result,  it  is  possible  to 
avoid  the  problems  of  retraining  /  poorly 
trained processing algorithms and, at  the same 
time,  construct  the  local  processing  procedure 
with  predetermined  computational  complexity 
and veracity,  and with  the best quality  (for  an 
existing training dataset). 
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To  effectively  solve  various  problems  of  multidimensional  data  (images)  processing 
their mathematical formulation is needed. It includes a mathematical description of the 
image.  Different  models  of  random  fields  (RF)  are  typically  used  for  this  purpose. A 
desirable property of a model is the ability to solve the problems of correlation analysis 
and  synthesis.  For  example,  the  problem  of  RF  wave  model  synthesis  is  soled  rather 
easily, if RF has a certain decreasing correlation function (CF). In this paper a version 
of the wave model with a non-monotonic CF is introduced. 

Introduction 

In a wave model RF is defined by an equation 
[1] 
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)),,(),,((),(
tk

kkk

k

utjftjx


 ,  (1) 

where  ),( tjx is the value of  RF at a point  j at 

time  t;  (n+1)-dimensional  domain  of 
)},{( tjS    field  can  be  grid  or  continuous; 

)},{( kku  is a discrete field of random points 

(FRP) in (n+1)-dimensional continuous space; 

k   is  a  random  vector  of  f  function 

parameters. This  field can be represented as a 
result of the impact of random disturbances or 

waves  )),,(),,(( kkkutjf  generated  at 

random  places  ku   at  random  time  k   and 

changing  in accord with a certain  law  in  time 
and  space.  A  choice  of  function  f,    FRP  and 
parameters  k   allows  to obtain  a wide  range 

of  RF,  which  includes  the  Poisson  fields, 
multidimensional  filtered  Poisson  processes, 
weighted  sums,  the  random  walk  model, 
parametric models [2], etc. 
Let’s consider a particular case when 
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where FRP is Poisson with a constant density 
;  || kk uj -  is the distance between  j  and 

ku ;  }{ kR   is  a  system  of  independent  non-

negative  and  identically  distributed  random 

variables  (RV)  with  probability  density 

function  (DF)  (); }{ k   is  a  system  of 

centered,  independent  and  identically 
distributed  RV.  In  this  case,  the  waves  are 
stationary,  independent  of  each  other,  have 
spherical  sections  in  space  and  exponentially 
decay  with  time;  the  system  }{ k  determines 

the  intensity  of  the  waves,  and  }{ kR

determines  their  spatial  scale. Generated  field 
X  is  stationary,  homogeneous,  has  zero  mean 
and isotropic in space CF. If 

)2exp()( 2ycyg -     (3) 

CF takes the form of 
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When  = t = 0 using (4) we find the variation 
of the field  
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which is proportional to the density of FRP , 
the  effective  interval  1/ of  wave  attenuation 
and the nth degree mean observation of spatial 
scale R. 
Simulation  of  a  discrete  RF  on  the  n-

dimensional  grid  }{ j with  the  quantization 

step  t  using  this  particular  model  may  be 
arranged using the following algorithm. At the 

initial instant  00 t  field values in all nodes 

are  equal  to  zero. At  any  succeeding  moment 
tmtm    on  a  continuous  space  or  a  net, 
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which overlaps }{ j , Poisson FRP with density 

t is  formed.  In  each  generated  FRP  point 

ku   RV  k   and  kR   are  played  and  then  the 

transformation of all field values on grid  

  - -

k
kkk

t
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j
Rgtxx mm  )/()exp(1

__   (6) 

is performed . The advantage of this algorithm 
is  its  recurrence, making  it easy  to  implement 
a programmed field simulation. 

Correlation analysis and synthesis 

Let’s consider now  the solution of correlation 
analysis  and  synthesis  problems.  Formula  (4) 
means  that  the  constructed  field  has  an 
exponential  normalized  correlation  functions 

(NCF)  te - in time and NCF 
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in  space.  Thus,  solving  the  problem  of 
analysis,  when  PDF  )(   is  specified,  the 

required NCF can be  found analytically or by 
numerical  integration.  While  solving  the 
problem of synthesis when the NCF r() is set, 
it is necessary to solve integral equation (7) for 
the unknown PDF )( .  

The implementation of a monotone 
correlation function 

Since  the  analytical  solution  of  the  synthesis 
problem  is  not  always possible,  let’s  consider 
its  approximate  solution.  From  (7)  it  follows 
that  for  degenerate  distribution  (R==const) 
we obtain  

)/exp( 22 - .         (9) 

on space NKF. 
Let  an  arbitrary  non-increasing  NKF  )(r be 

set.  Let’s  approximate  it  as  the  sum  of 
gaussoids with positive coefficients: 

 -
i

iiqhr )/exp()()( 22  ,    (10) 

where   
i

iq 1.  Then,  for  a  discrete 

distribution  n
iii qkR  /)( 1- ,  where 

 n
iiqk /   the  generated  field  will  have 

NCF  exactly  equal  to  )(h .  Thus,  the  given 

model  allows  approximately  to  solve  the 
problem  of  synthesis  by  varying  only  the 
probability distributions of R scale. 

The implementation of a non-monotone 
correlation function 

A  significant  limitation  to  the  above  decision 
of  the  synthesis  problem  is  the  assumption of 

the given CF  )(r monotonicity, as otherwise 

approximation  (10)  of  a  non-monotonic 
function  which  decreases  in  gaussoids  is 
impossible.  To  generated  RF  with  non-
monotonic  CF  we  need  non-monotonic  space 
waves. For this let’s take function 
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instead  of  (3). That  is,  each  wave  will  be  the 
sum  of  gaussoids.  Then,  for  the  degenerate 
distribution  (R  =   =  const)  in  space  we  get 
NCF 
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instead of (9) where the normalizing factor 
1
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In  particular,  if  2,2  Kn ,  i.e.  for  two-

dimensional  RF  with  waves  as  sums  of  two 
gaussoids,  we  obtain  NCF  as  a  sum  of  three 
gaussoids: 
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with normalizing factor 
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For  example,  if  2.0,4.0,1,2 2121 - cc  

we have NKF 
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To find NCF at non-degenerate distribution of 
the  scale  factor  it  is  necessary  to  substitute 

(11) in (7) instead of   )/exp( 22 - . 

The broader class of CF can be obtained 
using the shifted gaussoids: 
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i.e.  a  simulated  image  will  be  composed  of 
"ringed" spots and NCF will take the form of 
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Formula  (12)  is  a  particular  case  of  (17)  at 

zero  shifts  0ka .  If  we  use  equally  shifted 

gaussoids (  k ) in (18), we obtain 
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Note that in (19) the dimension n of RF affects 
only  the  normalization  factor  B.  If  we  get 
multiple shifts  akak )1( - , then 
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In this case, wave (20) and NCF (21) have the 
same  structure.  In  particular,  if 

1,)1( - k
kc , we obtain: 
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Conclusion 

The article introduces a method to synthesize a 
wave  model,  which  allows  to  represent  and 
simulate  multi-dimensional  RF  with  an 
arbitrarily  given  CF.  For  this  purpose  it  is 
necessary to approximate a given CF as a sum 
of  shifted gaussoids.  In  addition  it  is  possible 
to  simulate  both  individual  images  and  their 
sequences with NCF exponential in time. 
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The  texture  segmentation  method,  which  is  based  on  random  Markov  fields.  The 
estimate  probability  of  transition  while  switching  from  one  image  element  to  another 
represents  a  textural  characteristic.  This  method  efficiently  locates  texture  areas  with 
different statistical characteristics and reduces computational costs. 

 

Introduction 

Segmentation  is  a  commonly  used  method 
of  image  analysis  in  the  earth's  surface 
monitoring  systems.  It  makes  possible  to 
locate the specified areas in the images. There 
are areas on the earth's surface images that do 
not  have  clearly  determined  borders  or 
significant details. In this case, it is essential to 
analyse  the  texture  of  these  areas  for  their 
identification. 

Papers  [1]  referred  to  show  how  random 
Markov fields could be used  to characterize a 
texture.  Although  in  processing  digital 
halftone (or colourful) images with number of 

intensity  levels  equal  g2   there  are  some 
difficulties with storing and handling transition 

probability matrixes with dimension of  gg 22 
. Such way of  image processing requires high 
computing  facilities.  The  arrangement  of 
halftone  -digit  images as a collection of     

binary  images  [2,3]  allows  reducing 
computing  costs  due  to  handling  transition 
probability matrixes with dimension of 2x2. 

This  paper  contains  the  description  of 
digital  halftone  images  texture  segmentation 
method  based  on  random  Markov  fields, 
which  allows  locating  extensive  areas  with 
similar statistical characteristics efficiently and 
using less computing facilities. 

Texture segmentation method 

Consider  -digit  halftone  image  to  be  a 

collection of      binary  images. As  there  is  a 

statistical  concatenation  of  elements  of  each 
binary  image,  we  regard  elements  of  halftone 

image  as  forming  a  two-dimension  Markov 
chain  with  several  states,  and  elements  of 
binary  image  as  forming  a  two-dimension 
Markov  chain  with  two  equiprobable  states 

,    and  horizontal  transition 

probability  matrix  and  vertical 

transition probability matrix  . 

The  fragment  of  lth  binary  image 
represented  in  Fig.  1  conforms  random 
Markov field. 

Vicinity  of  element    consists  of 

elements ,  . 

 

 

Fig. 1. Fragment of a binary image 

 
As  two-dimensional  homogeneous  Markov 
chain  fully  depends  on  transition  probability 
matrix  and  initial  probability  vector,  it  is 
proposed to use  the estimate of Markov chain 
transition  probability  as  a  textural 
characteristic.  Assume  that  textural 
characteristic  does  not  vary  appreciably  all 
over  an  area,  but  possesses  considerably 
different  values  in  different  areas.  Consider 
that texture areas are clear in high-order digits 
of elements of halftone image, it is essential to 
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process  high-order  binary  images  to  locate 
those  areas.  Let  us  use  several-dimensional 
mathematical image model described in [2]  to 

evaluate  transition  probabilities    of  two-

dimensional Markov chain. Element   state 

probability  (Fig. 1)  is defined by element   
entropy  in  regard  to  the    state  of  vicinity

 of element  : 

 

(1) 

where  ,    is  one-
dimensional  adjacent  element  transition 

probability density;   is transition 
probability  density  of  two-dimensional 
Markov chain. 
Transition  probability  density  of  two-
dimensional  two-state  Markov  chain  can  be 
represented as: 

 

(2) 

where   is delta-function. 
Using  (1)  for  different  combinations  of 

vicinity    states  we  can  calculate  matrix 

 as 

 

(3) 

where matrix entries are symmetrical and meet 
the normality condition 

. 

Values  of  matrix    entries  (3)  depend  on 

the values of matrixes   and   entries 

 

(4) 

where    is  a  transition  probability  matrix 

 entry. 
Estimated  value  of  horizontal  transition 

probability   depends on average length of 
sequence of like-sing elements [3]: 

, 
(5) 

where  is  the  estimated  value  of  the 
average  length  of  the  sequence  of  equal 

elements  in  the  th binary  image on  the  th 

step of the estimate adjustment and   is the 

initial probability ( ). 
From the second line of the binary image using 

the  set  of  elements    and 
the  previously  calculated  estimated  value  of 

horizontal  transition  probability    we  can 
calculate  the  value  of  vertical  transition 

probability    and  estimate  the  value  of 

transition probability  in two-order Markov 
chain: 

, 
(6) 

where  . 
Method  of  the  “scanning  frame”  allows  for 
local  changes  of  statistical  characteristics  [4]. 
Frame size depends on  the specified accuracy 
and  the  requirement  to  minimize 
computational costs. 
During  the  processing  of  the  first  row  and 
columns frame size  increases according to  the 
processing  element  index  until  it  reaches  the 
adjusted value. On each step of processing the 
frame size is determined by expressions 
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where  ,    are  the  coordinates  of  processed 

element;  ,    are  adjusted  width  and 
height of the scanning frame. 

The average transition probability   for the 
central  element  of  the  frame  is  estimated  by 
counting  the  average  transition  probability 
within the frame. 

. 
(8) 

In  the  next  step,  the  frame  is  shifted  by  one 
element  to  the  right  and  downwards  and  the 
average  transition  probability  is  estimated  for 
every element of the binary image. 
To  locate  the areas with different  texture  it  is 
necessary  to  compare  the  calculated  estimate 

  with  a  threshold  value.  The  threshold 

value    between  different  textures  is 

estimated  ,  the  choice  of  which  being 
based on the image histogram analysis.  
If it is known a priory that the image contains 
two  textures  with  different  statistical 
characteristics,  two  labels  (0  and  1)  will  be 
enough  to  enumerate  them.  All  the  elements, 

for  which  estimate  exceeds  the  threshold 
value,  are  labelled  with  1,  all  the  rest  are 
labelled with 0. 
If  a  digital  grey-tone  image  contains  several 
textures,  for  each  texture  there  should  be  a 
unique  label.  In  this  case,  several  threshold 
values corresponding the textures of the image 
are used. 

Modelling results 

Modelling  utilized  real  and  artificial  images 
formed  by  means  of  two-dimensional 
mathematical model and an algorithm defined 
in  [2].  To  get  the  quality  assessment  of  the 
image  segmentation  an  artificial  image  was 
formed  accordingly  to  the  set  layout.  The 
texture  segmentation  in  every  case  was 

preformed with   frame.  
The  performed  research  proved  the  frame  of 
this size to be the most efficient as for the ratio 
of  segmentation  quality  to  processing  time. 
The  modelling  was  preformed  in  a  Matlab 
environment.  Fig.  2b  represents  the 
segmentation  example  of  the  artificial  image 

with the size of   with four texture 
areas  (as  it  is  shown  in  fig.  2a),  and  a 
histogram  of  the  image  texture  characteristic 
(fig.  2c).  The  image  contains  areas  of  four 
textures with transition probability matrixes:  
 

,  , 

 and  . 
 

 
a) 

 
b) 

 

c) 
Fig. 2. Segmentation results of an artificial image: a) 

initial texture mapping; b) result of segmentation using 
the devised method; c) image texture characteristic 

histogram 

 
The  number  of  histogram  peaks  equals  the 
number  of  textures  in  texture  mapping.  The 
threshold  value  is  set  equal  to  a  minimum 
value  between  two  adjacent  peaks  of  the 
histogram.  The  thresholds  set  using  the 
artificial  images  with  different  statistical 
characteristics  can  be  used  to  perform  the 
segmentation  of  other  images  that  contain 
texture  areas  with  the  same  statistical 
characteristics.  Fig.  3  represents  the 
segmentation  results  of  the  satellite  image 

(with the size  ), on which the area of 
the  forest  is  effectively  highlighted.  The 
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segmentation was performed with the use of a 
6th binary image. 
 

 
a) 

 
b) 

 

 
c) 

 
d) 

Fig. 3. The segmentation results of a satellite image: a) 
initial image; b) a binary image, used for segmentation; 
c) image texture characteristic histogram; d) the result 

of segmentation using the devised method 

 
The  results  adduced  in  fig.  3  show  that  the 
devised  method  efficiently  locates  two 
segments; one for the forest area, the other for 
the  field  area  (fig.  3c).  The  texture 
characteristic histogram (fig. 3d) contains  two 
main  peaks  corresponding  two  areas  in  the 

image.   For the forest area   and for 

the field area  . The threshold value 
is set between two peaks of the histogram. 

To assess the quality of performing the texture 
area  locating  method  and  to  compare  it  with 
known contour methods the quantity of falsely 
labelled elements was calculated by comparing 
the  segmentation  results  with  the  texture 
mapping.  The  calculating  results  are  listed  in 
the table. 
 

Comparison results 

grey-
tone 
image 
type 

devised 
method 

Canny 
method 

Sobel 
method 

Laplacian 
of 
Gaussian 
method 

artifici
al 
image  

0,0079  0,7665  0,4811  0,5956 

real 
image 

0,0388  0,7268  0,4707  0,5969 

 
The  results  show  that  the  devised  method 
segmentation  fault  is more  than  10  times  less 
in comparison with the known methods based 
on  the  calculation  of  a  gradient.  Hence,  the 
devised texture area locating method based on 
random  Markov  fields  efficiently  locates 
extensive  areas  with  similar  statistical 
characteristics and less computational costs. 
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This  paper  considers  the  vehicle  video  detection  and  tracking  problem.  The 
mathematical  model  of  the  problem  is  formulated.  A  new  method  is  proposed.  The 
method consists of video partition into blocks of equal length and detection for the first 
and  the  last block frames with  the following reconstruction of vehicle  locations at  the 
intermediate frames. Proposed method demonstrates above 70% true positive detection 
rate,  and  approximately  0.3  false  positives  per  frame  on  some  real  traffic  video 
sequences. 

 

Introduction 

The  video-based  vehicle  detection  is 
considered.  This  problem  comes  from  traffic 
stream  analysis,  traffic  violation  detection, 
automatic  traffic  light  control  and  other 
important applications. At present the problem 
still has no final solution so further research in 
this field make practical sense. 
This  paper  is  organized  as  follows.  First  an 
overview  of  existing  methods  of  problem 
solution  is given. Then a mathematical model 
of the problem is formulated.  The next section 
provides  a  new  approach  for  the  problem 
solution.  Then  the  experimental  results  are 
discussed. 

Related work 

Detailed  overview  of  modern  methods  of  the 
video-based  vehicle  detection  problem 
solution is given in [25]. The problem involves 
a lot of researchers [4, 11, 12, 18]. Most of the 
works  are based on  the  license plate numbers 
detection  [2,  14,  24].  Advantage  of  this 
method  is  simplicity  of  implementation 
however  its  usage  requires  high  definition 
video.  The  other  methods  detect  vehicle 
location  as  self-contained  object,  i.e.  these 
methods are not intended to detect single parts 
and primitives. Such methods are less exacting 

to  the  quality  of  input  video.  These  methods 
are divided into two subgroups [13, 20, 23]: 
 Motion detection and blob tracking methods 

with  the  following  vehicle  identification 
[21]; 

 Vehicle detection and tracking methods [20]. 
Image  pre-processing  methods  are  generally 
used  before  object  detection  and  tracking. 
Particularly  pre-processing  includes  shadow 
suppressions  [5,  6,  10,  19]  and  regions  of 
interest (traffic lanes or road area) highlighting 
[1]. 

Video-based vehicle detection problem 

Method  of  video  detection  deals  with  input 
video  stream,  that  is  represented  as  a  frames 
sequence I0, I1, … , IN – 1, where N is a number 
of  frames,  w,  h  are  frames  width  and  height. 
Assume  that  the object  location  is  defined by 
the bounding box placement [8, 9, 20]. 
The  problem  of  vehicle  video  detection 
consists  in mapping each frame  Ik  into  the set 
of  objects  locations  Bk.  Thus  the  problem  of 
video  detection  is  reduced  to  construction  of 
mapping φ: 

  (1) 

where  Bk = {bl
k, l = 0,…,|Bk| – 1}, 

bl
k = ((x1

l, y1
l),  (x2

l, y2
l)  [,  sl, cl]),  (x1

l, y1
l), 

(x2
l, y2

l) are coordinates of left upper and right 
lower  corners  of  the  bounding  box 

kk BI :
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(0 ≤ x1
l < x2

l <w, 0 ≤ y1
l < y2

l < h),  sl ∈ ℝ  is  a 
confidence, cl is a vehicle class. 
The  model  under  consideration  requires 
construction of objects tracks. Let us consider 
the  map  ψ  from  the  vehicles  locations  of  the 
frame Ik  to the vehicles locations of the frame 
Ik + 1.  For  the  certain  frame  the  object 
disappears from the camera’s field of view. So 
let us expand a set of locations by the singular 
location.  In  this  order  we  choose  a  box  with 
illegal  coordinates  that  degrades  to  the  point  
b = ((–1, –1), (–1, –1)[, s, c]). The map ψ is: 
 

  (2) 

 
Let us  assume  that  Ik  is  the  first  frame  where 
the  object  was  detected  and  that  the  object  is 
contained  in  the  bounding  box  with  index 
r0(k), and that q is the number of frames where 
the object is visible. Then we say that a track 
is a sequence of locations 
 

, 

 

(3) 

Vehicle video detection method 

Let us divide  the video  into  images blocks  of 
the  length  step.  The  idea  of  the  proposed 
method  is  to  detect  vehicles  for  the  first  and 
the  last  block  frames  and  reconstruct  the 
locations  for  the  intermediate  frames.  We 
denote: 
 Bi  is  a  set  of  objects  locations  that  are 

detected for the frame Ii; 
 Bi

’  is a set of objects locations for the frame 
Ii. These objects have the track identifier, i.e. 
these  objects  were  visible  in  the  previous 
block; 

 Bi
’’  is  a  set  of  objects  locations.  For  these 

objects  it  is decided  that  they present  in  the 
frame Ii inside the matching bounding box; 

 Ti  is a state of a set of tracks at  the moment 
of processing the frame Ii. 

In the proposed method the blocks are handled 
sequentially.  Decisions  on  the  objects 
locations  are  made  in  the  process. 
Computational  scheme  of  each  method’s 
iteration consists of the following stages: 
1. Vehicle  detection  in  the  frame  Ii + step  and 
construction of locations set Bi + step. 

2. Matching the locations sets Bi and Bi
’ to the 

set Bi+step. 
3. Construction and correction of the sets Bi

’’, 
Bi + 1

’’, … , Bi + step – 1
’’, Bi + step

’, Bi + step, Ti + step. 
4. Saving of the locations that are contained in 
the sets Bi

’’, Bi + 1
’’, … , Bi + step – 1

’’. 
5. New images block loading. 
6. Working sets update:  Bi = Bi + step, 
Bi

’ = Bi + step
’, Bi

’’ = Bi + 1
’’ =…=Bi + step – 1

’’ = ø. 
Detection  stage  supposes  usage  of  vehicle 
detection  algorithm  for  static  images.  The 
quality  of  a  chosen  detector  has  a  significant 
influence on the final result. 
Let  us  consider  in  detail  the  stage matching. 
The goal of this stage is to construct matching 
sets  MBSi  and  MBi  for  locations  from  Bi

’ to 
Bi + step  and  from  Bi  to  Bi + step.  In  order  to 
achieve  this  goal  an  exhaustive  search  for  all 
possible  pairs  of  locations  is  executed.  And 
then we match images of the objects restricted 
by bounding boxes. Matching supposes feature 
points detection and complete matching of the 
descriptors  with  the  following  cutoff  of 
outliers  by  RANSAC  [17].  Experiments 
showed  that  the  most  efficient  descriptor  for 
this task is SURF [3].  For locations with fixed 
index  (from  Bi

’  or  Bi)  the  matching  with  the 
maximal  number  of  inliers  is  chosen.  The 
maximal  number  of  inliers  should  be  more 
than  some  fixed  threshold  value.  In  order  to 
ensure  that  different  locations  didn’t  match 
into  the  same  locations  of  the  set  Bi + step  one 
more additional run is executed. As a result of 
this  run  the  choice  in  accordance  with  the 
maximal number of matching is made. 
Construction and correction of working sets is 
the  most  labor-consuming  stage  that  consists 
of three steps: 
1.  Working sets update based on matching 
results in MBSi. This  step  supposes  extension 
of  existing  tracks  in  Ti.  For  this  purpose  the 
elements of MBSi are viewed and then the pair 
of  matching  locations  in  Bi

’  and  Bi + step  is 
chosen.  After  that  the  locations  in  the 
intermediate  frames  are  reconstructed.  The 
borders of the bounding box for locations from 
Bi

’ are displaced on some confidence  interval. 
As  a  result  the  region  of  feasible  object 
location on the next frame is defined. Then the 
matching  of  regions  pairs  (procedure  is  the 
same  as  for  the  second  scheme  stage)  is 
executed as well as correction of bounding box 
coordinates.  Coordinates  are  corrected  based 
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on positional relationship of feature points that 
belong to the set of inliers and to the bounding 
box  of  the  previous  frame.  It  is  assumed  that 
bounding  boxes  sizes  are  the  same  for  all 
frames  in  the  block.  Then  based  on 
reconstructed  locations,  track  identifier  is 
defined  equal  to  the  identifier  of  the  chosen 
location from Bi

’. And they are placed into the 
sets Bi + 1

’’, … , Bi + step – 1
’’. Examined locations 

from  Bi
’  are  relocated  into  Bi

’’,  examined 
locations  from  Bi + step  are  relocated  into 
Bi + step

’. 
2. Working sets update based on matching results 
in MBi. As a result new tracks are constructed or 
the  existing  tracks  are  updated  on  the  condition 
that object was outside of camera’s field of view 
for some previous time period. Initially an attempt 
to  reconstruct  the  locations  of  the  intermediate 
frames similarly to the previous step is executed. 
Then we look for such track in Ti that constructed 
set  of  locations  is  feasible  continuation  for  it 
(matching  of  the  final  and  initial  fragments).  If 
such  track  doesn’t  exist  then  the  new  track  is 
created  otherwise  the  set  is  attached  to  the 
existing track. In accordance with this the location 
track  identifier  is  defined  and  the  constructed 
locations  are  placed  into  the  sets 
Bi + 1

’’, … , Bi + step – 1
’’.  Examined  location  is 

relocated  from  Bi  into  Bi
’’.  The  location  from 

Bi + step  is  placed  into  в  Bi + step
’  on  the  condition 

that the track is reconstructed for all intermediate 
frames.  Otherwise  we  consider  the  examined 
matching of locations as outlier. 
3.  Working sets update in accordance with 
current state of the set Bi + step. The aim of this step 
is revealing the situations when the object appears 
on  one  of  the  intermediate  frames.  For  this 
purpose  the  tracks  are  reconstructed  inversely  in 
time similarly to the first step of correction. Then 
we  look  for  correspondent  track  in  Ti 
(overlapping situation). If such track exists then it 
is  attached  by  reconstructed  locations  otherwise 
the new track is created. Reconstructed locations 
are  assigned  by  the  correct  track  identifier  and 
these  locations  are  placed  into  the  working  sets 
Bi + step – 1 – lt

’’, … , Bi + step – 1
’’, where lt is a number 

of  the  reconstructed  locations.  Then  examined 
location from Bi + step is placed into Bi + step

’. 
The  rest  of  the  method  stages  are  technical  and 
support  capability  of  results  saving  with  the 
following  transition  to  the  next  frames  block 
consideration.  Note  that  such  scheme  allows 
detecting objects at the moments of appearing in 

the frame and leaving the frame when the object 
becomes so feasible that detector is able to find its 
location.  Obtaining  of  previous/future  locations 
may be achieved after the whole video processing 
or  in  parallel  with  the  main  iterations  execution 
after the tracks are constructed.  

Software implementation 

The  software  implementation  uses  OpenCV 
computer vision library [15]. We chose Latent 
SVM [7] as a detection algorithm. The vehicle 
classifier  (class  CAR)  was  trained  using 
PASCAL  Visual  Object  Challenge  2007  data 
set  [16]. Additionally  the cut of  locations  that 
belong  outside  the  marked  region  of  interest 
was  executed.  Source  code  is  available  for 
download [22]. 

Experimental results 

We  collected  videos  of  traffic  (25 FPS, 
720x405): 
 track_10_5000-7000  (2000  frames  =  80 s, 

~3000 bounding boxes, 58 tracks, left figure) 
– video with vehicles of the only class CAR, 
that move in 4 lanes of the same direction. 

 track_10_7000-8000  (1000  frames  =  40 s, 
~1000  bounding  boxes,  29  tracks,  right 
figure). Here we have objects of two classes, 
CAR and BUS. 

Note that partially visible objects are present at 
each set of bounding boxes. 

   

In this paper  the following factors are used to 
evaluate  the  detection  quality:  average 
precision  (AP)  [16]; the true positive rate, 
(TPR);  the false detection rate  (FDR);  the 
average false positives per frame  (FPF) 
[13, 20,  21].  It  is  assumed  that  the  object  is 
detected correctly if overlapping percentage of 
the  detected  and  marked  bounding  boxes  is 
more  than  some  threshold  value  (for  TPR, 
FDR  and  FPF  threshold  value  was  chosen 
equal  to  50%).  Method  parameter  step  was 
chosen equal to 5. The results are shown in the 
table.  Falling  of  the  factors  for  the  second 
video  is  the  consequence  of  the  BUS  class 
objects presence. Small buses were detected as 
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cars  (mini-vans)  because  of  its  similarity  of 
appearance. 

Video 
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Mean processing time per one images block is 
3.5 s  (Windows  7,  Intel®  Core  i5  CPU,  2 
physical and 2 virtual cores, 2.40 GHz, 2 GB). 

Conclusion 

This paper presents  the method of vehicle video 
detection. The method is based on video partition 
into  the  images  blocks  and  the  following 
reconstruction  of  locations  for  the  intermediate 
frames.  Our  method  achieves  above  70%  true 
positive detection rate (TPR), and gives only 0.3 
false  positives  per  frame  (FPF).  Experimental 
results  demonstrate  the  proposed  approach  is 
promising.  Note  that  the  comparison  with  the 
other methods  is not clear due to the absence of 
free  implementations  and  public  traffic  video 
sequences. Future  work  includes  experiments  on 
the  detector  capability  to  find  partially  visible 
vehicles  and  the  evaluation  of  tracking.  Vehicle 
classification problem is still to be investigated. 
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A metric  classifier of  composite objects given by collections of patterns  is  suggested. 
The classifier is constructed in a space of the tree-structured object representations using 
a kernel-based decision  rule. An efficiency of  the classifier  is  shown by experimental 
estimations of recognition error rates for the objects given by couples of color face and 
grayscale  signature.  A  computational  advantage  factor  of  a  hierarchical  decision 
algorithm as against an exhaustive decision algorithm is evaluated. 

Introduction 

In  many  applications,  a  solution  of  object 
classification problem leads to estimating error rate 
and  computational  complexity  of  a  decision 
algorithm. This approach  is  relevant especially  in 
the case when the submitted objects are given by 
large  data  levels  and  a  number  of  classes  is 
sufficiently  great.  An  efficient  solution  of  the 
problem  can  be  achieved  using  multiresolution 
object  representations by  trees or pyramids  [1-3]. 
Multilevel  structures  of  these  representations  are 
suitable for using hierarchical decision algorithms 
that  provide  a  decrease  of  a  computational 
complexity with respect to an exhaustive decision 
algorithm.  
In [4,5], tree-structured pattern representations are 
used for efficient classification of objects given by 
one-channel images. A metric classifier based on a 
multilevel network of templates is developed and a 
guided search algorithm for decision  templates  is 
suggested.  Given  number  of  classes  c ,  a 
computational  complexity  of  this  algorithm  is 

( log ) O c c as against 
2( ) O c  for an exhaustive 

search. 
In  this  paper,  we  suggest  a  generalization  of  the 
above  classifier  for  the  objects  given  by 
multichannel images as well as by an ensemble of 
the image sources.  

Statement of the Task 

Let  composite  objects  be  generated  by
independent sources of images and a sequence of 
sets 

 1= ( ,..., ,..., )s M   A A A A
  (1) 

is an ensemble in which  sA
 is a set of objects of 

the  s-th  source.  In  (1),  any  composite  object 
AA   is  given  by  a  sequence 

1,( )= ..., ,..., s MA A A A  where  s sA A . Also, each 

set  sA  contains the objects of c+1 classes so that

0{ }c
s si iA A ,  where  each  class  siA   of  number 

0i   includes the objects of semantically the same 
type  and  the  zero  class  0sA   combines  all  other 

objects. So, the composite objects in (1) belonging 
to c positive classes and to the zero class are called 
own  and  alien,  respectively.  There  are  given  a 
priory probabilities  ownP  and  1alien ownP P - . 

Any  object  1{ }  qN

s sq q sA A   A   is  given  by  a 

collection  of  patterns  extracted  in  sN -channel 

image  (one  pattern  per  each  channel)  and  the 
object sA   is  described  by  a  collection  of  sN  

representations as follows  

 

0
1{ ( , , , , )} .sNL L l L

s s sq sq sq sq qA A A a a a     
 (2) 

In  (2),  the  each  representation  L
sqA   is  given by a 

perfect binary tree of order L in which  l
sqa  is the l-

th  level  of  the  tree  and  0( , , )l l
sq sq sqA a a    is  a 

subtree of order l in AL [4]. As the representation 
units are the nodes of the binary tree and a number 

of  the  nodes  of  the  l-th  level  is|| || 2l l
sqa  ,  the 

collection  (2)  yields  the  multiresolution 
representation  of  the  object  sA .  So,  a 

representation  of  any  composite  object 

 in  the  ensemble  (1)  is 

 M 

1,( ..., ,...,  )s MA A A A  
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given  by  the  corresponding  collection  of  M 
representations of the form (2). 
Fig.1 shows an example of the collection of trees 
of order L=8 for a composite object that consists of 

one  channel  grayscale  signature  ( =1signN )  and 

three channel color face ( =3faceN ). The nodes of 

the  trees  are  elliptic  primitives  taken  in  principle 
axes of the pattern segments.  
  

 
Fig. 1. Tree-structured representation of a composite object 

given by I-signature (a) and HSI-face (b). 
 

In  [5],  there  was  defined  a  dissimilarity  measure 
ˆ( , ) 0l

sqd A A   of order  1,...,l L  for any pair of 

patterns  ˆ( , )sq sqA A   represented  by  subtrees 

ˆ( , )l l
sq sqA A  in (2). This measure allows us to define 

dissimilarity measures  

1

ˆ ˆ( , ) ( , ),    1,..., ,
sN

l l
s sq sq

q

d A A d A A l L


 
 (3) 

1

ˆ ˆ( , ) ( , ),    1,..., ,
M

l l
s s

s

d A A d A A l L


 
 (4) 

for  pairs  of  objects  represented  by  ˆ( , )l l
s sA A   and 

ˆ( , )l lA A ,  respectively,  where  the  normalized 

weights  0sq   and  0s   are   estimated while 

learning.  
Let a collection of clusters  

1 ,   1,..., ,{ }c
s si si i s s M   B B A A

 
be  a  learning  set  of  objects  of  the  -th  source. 
Then a collection  

    1 1= { ( ,..., , ..., )}c
i i si Mi i    B B B B B A  (5) 

yields a learning set of the composite objects taken 
from the ensemble (1). In each cluster  si sB B , a 

collection  of  templates  ˆ
siB   is  selected  so  that 

ˆ ˆ|| || || ||si si si sim m  B B .  The  templates  of  each 

source are combined into collections 

1
ˆ ˆ  , 1,..., ,{ }c

s si si i s s M   B B B B
 

that yield a collection of composite templates  

    1 1
ˆ ˆ ˆ ˆ ˆ={ ( ,..., ,..., )} .c

i i si Mi i   B B B B B B
   (6) 

Using  the  measure  (4)  and  the  collection  of 
templates (6), we define discriminant functions  

 
ˆ ˆ

ˆ ˆ ˆ( | )= (   ( , ),   1,..., .l

i

l l
i d

B

g A q B) K A B i c



B

 B

  (7) 

of  order  1, ,l L  .  Here,  ˆ( ) 0lq B  , 

ˆ ˆ
ˆ( ) 1

i

l

B
q B


 B

 ,  is  a  weight  of  the  composite 

template  1
ˆ ˆ ˆ( ,..., )MB B B   represented  by 

1
ˆ ˆ ˆ( ..., )l l l

MB B B ,  and  ˆ( , )ld
K A B   is  a  kernel 

which  values  belong  to  [0,1]  and  decrease  as 
ˆ( , )ld A B   increases.  Given  composite  object 

AA ,  the  functions  (7)  of  maximum  order  L 
yield a decision rule as follows  

  *

1 1
=[ ( ) ] ( )ˆ ˆmax | 0 arg max | ,

c c
L L

i i
i i

i g A g A
 

 B B (8) 

where [f]  is an  indicator of  f.  If ˆ( | ) 0L
ig A B ,  i 

=1,..,c,  the  decision  (8)  yields  the  zero  class  of 
alien objects.  
The  decision  (8)  can  be  made  either  by  an 
Exhaustive Search (ES) algorithm in the space of 
object  representations  of  order  L  or by  a  Guided 
Search  (GS) algorithm in all spaces of the object 
representations of order  1, ,l L  .  

Learning  the  classifier  consists  in  selecting  the 
collection of the composite templates (6) as well as 
in estimating the weights in the measures (3) and 
(4). Testing  the  classifier consists  in  carrying out 
experiments  on  person  recognition  via  the 
ensemble of color faces and grayscale signatures.  

Learning the Classifier 

Selection of the templates. The learning procedure 
is  based  on  constructing  Tree-Structured  Covers 
(TSCs) of the clusters by spheres of a form  

ˆ ˆ ˆ ˆ( , ( ))={ | ( , ) ( )}L L L LS B D B B d B B D B  (9) 

where  B̂   and
ˆ( )LD B are  the  sphere  center  and 

radius,  respectively,  and 
ˆ( , )Ld B B   is  the 

dissimilaraty  measure  (4)  of  maximum  order  L. 

Given  cluster  iB
,  the  cover  is  constructed  by 

dichotomous  partitioning  iB
  into  nonintersecting 

s
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fragments 
ˆ

1{ } im
ij jB

  of  cardinalities  ijm
  so  that 

ˆ

1
,im

i ijj
m m


 

and by calculating  the  spheres  (9) 

for  these  fragments.  For  each ijB
,  the  center  and 

the radius of the sphere are defined as follows  

           
ˆ

ˆ ˆarg min max ( , )
ijij

L
ij

BB
B d B B




BB              
(10) 

min max
ˆ ˆ ˆ( ) (1 ) ( ) ( ).L L L

ij i ij i ijD B D B D B  - 
 
(11) 

Here,  0,1i  is a parameter; min
ˆ( )L

ijD B  is a 

value of ˆ( , )Ld B B  between the center ˆ
ij ijB B  

and the most dissimilar object   

is a value of  between  and the 

least dissimilar object  subject to 

  

Fig.  2  shows  an  example  of  a  binary  tree-like 
structure of the cover (a) and a scheme of setting 
the  covering  spheres  for  a  pair  of  adjacent 
fragments (b). 
 

 

Fig. 2. TSC of the cluster   by spheres:  а) binary tree of 
fragments; b) covering spheres of adjacent fragments. 

 

At  each  dichotomous  step,  the  partition 
 is made for a leaf node   of a 

maximum  dispersion      with 

respect  to  the  center  (10).  The  fragments 
 include the objects that are the nearest 

by the measure   with respect to the most 

dissimilar  supporting  objects    in , 

respectively. 

Proposition  1.  TSC  of    yields  collections 

  and      of 
order L. TSCs of c clusters generate a sequence of 

pairs    giving  TSC 
classifier by the decision rule (8).  

Corollary 1.  Each  pair    yields  the 

weights   and the kernel in (7) as 

follows  

 
Estimations of parameters. For  , 

estimations  of  the  parameters    are 
obtained  using  a  leave-one-out  cross  validation 
procedure [6].  
Proposition 2. Given TSC classifier, an estimation 
of error rate over the learning set (5) is defined by a 
mean value 

 

 

is  a  cross  validation  error  rate  function,  and 

  and    correspond  to  

FRR and FAR for the unit classifier given by the 

pair  .  

Corollary 2.  Minimum  of    is  achieved  by 

 

Clearly, the TSCs that are formulated in the above 
propositions  and  corollaries  can  be  constructed 
using  the  measures  (3)  and  (4)  of  order  .  We 
obtain  cross  validation  error  rates 

  and    for  learning 

collections   and  , respectively. These rates 

yield  estimations    and 

,  where    and    are  the 

normalizing multipliers. 
The  TSC  classifier  of  the  composite  objects 
provides  a  fusion  recognition  scheme  based  on 
General Dissimilarity Measure  (GDM)  of  the 
form  (4)  for  a  given  ensemble  of  sources.  We 
show an advantage of the GDM fusion scheme as 
against  the  known  Weighted Majority Vote 
(WMV) fusion scheme [7].  

Decision algorithms and complexity 

We consider ES algorithm and GS algorithm  for 
the decision (8) using a multilevel network of the 

templates given by     A 

;ijBB max
ˆ( )L

ijD B

ˆ( , )Ld B B ˆ
ij ijB B

\ iBB B

max min
ˆ ˆ( ) ( ).L L

ij ijD B D B

iB

( , )ij ij ij B B B ijB

ˆmax ( , )
ij

L ij
B

d B B
B

( , )ij ij B B

ˆ( , )Ld B B

( , )ij ijB B  ijB

iB

ˆ

1
ˆ ˆ{ } imL L

i ij jB B ˆ

1
ˆ ˆ( ) { ( )} imL L

i ij jD B D B

1
ˆ ˆ{ , ( )} ,   1,..., ,l l c

i i i l L B D B

ˆ ˆ( , ( ))l l
i iB D B

ˆ( )l
ij ij iq B m m

ˆ( , )

ˆ( )ˆ( , )=2 ,   1, 2,..., 1,

l
ij

l
ij

l

d A B

D B

ijd
K A B l L

-

 - 
ˆ( , )

ˆ( )ˆ ˆ ˆ( , )=2 [ ( , ) ( )].

L
ij

L
ij

L

d A B

D B L L
ij ij ijd

K A B d A B D B

-

 

1
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i i iB D B

1
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1
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c
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computational  complexity  of  these  algorithms  is 
measured by a number of pairs of compared nodes 
in  the  representations  (2)  while  calculating  the 
discriminant functions (7). The ES algorithm uses 
the  last  level  and  calculates    functions  of 

order  L.  The  GS  algorithm  uses  all  levels  and 

calculates   functions of order   at 

the  -th level. Here,   and   is a number 

of the largest functions taken from  .  

Proposition  3.  For ,  the 

computational  complexities  of  ES  and  GS 
algorithms satisfy the estimations 

 

 

where  ,    . 

Corollary 3.  For  ,  the  estimations  in 
proposition  3  provide  a  computational  advantage 

factor  .  

Experimental Results 

The  developed  methodology  were  used  for 
classification  of  the  composite  objects  given  by 
couples of a grayscale signature and a colour face 
in HSI model. The signatures were  taken  from a 
competition database [8], the images of faces were 
made by the authors. 
 

 
Fig. 3. Mean error rates of signature and face classification by 

ES algorithm 
 

 

Fig. 4. Mean error rate   and factor   for 
classification by GS algorithm 

 

The experiments were carried out by a scheme of 
30  times  2  fold  cross  validation  [6]  for =1; 

0,75;  0,50;  0,25.  The  experimental  results  were 
obtained  for  the suggested TSC-classifier and  for 
the  known  SVM  classifier  [9].  The  tables  of  the 
results  are  shown  in  Fig.3  and  Fig.4  for  ES 
algorithm  and  GS  algorithm,  respectively.  Error 
rates of the SVM classifier are given for   

only as there is no the reject function in the applied 
SVM version. In Fig.3, the error rates demonstrate 
an advantage of GDM fusion scheme with respect 
to  WMV  scheme  for  face  classification.  Fig.4 
shows  the  factors  of  computational  advantage  of 
GS algorithm as against ES algorithm. 

Conclusion 

In this paper, we suggest the new metric classifier 
of 2D objects given by multichannel images. The 
classifier  is  constructed  in  the  space  of  tree-
structured  object  representations  that  allow  us  to 
apply  the  fast  hierarchical  decision  algorithm 
instead of  the exhaustive search algorithm. Given 
ensemble  of  sources,  we  suggest  the  new  fusion 
classification  scheme  based  on  the  General 
Weighted  Measure  in  a  set  of  the  object 
representations.  The  suggested  fusion  scheme 
showed the less error rates in comparison with the 
known Weighted Majority Vote fusion scheme. 
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In this article a new ridge detector with improved non-maxima suppression procedure in 
scale-space  is  proposed.  Using  the  results  of  scale  space  ridge  detection  as  primary 
markup  the  lines are prolonged up  to branch points and restored  in places where  they 
are not detected. In our method the adaptive choice of threshold and flood fill are used. 
The algorithm is tested on synthetic, landscape and medical images. 

Introduction 

There  are  several  major  algorithms  for  ridge 
detection. Apparently the first of them was the 
approach  [2]  that  does  not  use  scale-space 
analysis  and  therefore  its  disadvantage  is  that 
it  detects  only  thin  lines.  The  approach  [5]  is 
based  on  the  scale-space  analysis,  but  it 
represents  the  theoretical  basis  for  it  and  not 
practically effective algorithm. For  the last 15 
years there have been only a few cases where 
it  was  used  in  scientific  researches.  The 
detector  [3]  based  on  generalization  of  NMS 
for the case of 3d scale space (x, y, t) can been 
seen  as  more  effective  for  ridge  detection. 
However one of this approach`s disadvantages 
is  that  it does not detect  the branch points  on 
the lines and in the adjacent areas. It interrupts 
the  lines  connection  and  significantly 
complicates  the  tree  structure  analysis  on 
images.  The  examples  of  such  tasks  are 
masking  of  tree  branches  and  wires  on  the 
non-professional  photos  for  retouching,  road 
and  river net  finding on aerospace  images  for 
the  cartographic  information  updating, 
selection  of  blood  veins  on  medical  images 
and  processing  of  3D  images  of  computer 
tomography  for  medical  diagnostic.  The 
branch points  are essential  for such  tasks, but 
often the lines are not detected in the adjacent 
areas  for  several  reasons.  First,  there  is  an 
ambiguity  in  choosing  the  direction  for  NMS 
procedure, because the eigenvalues are almost 
equal.  Second,  in  the  adjacent  areas  two  or 
more  ridges  lie  closely  and,  as  a  result, 

Laplace operator can give a maximal response 
on  bigger  scale  (two  times  or  more  which 
leads  to  lines  breakdown).  Third,  the  filter 
response  can  diminish  due  to  inconsistency 
between  actual  image  structure  and  ridge 
mathematical  model,  which  implies:  the  solid 
color  line  in  the  range  of  central  lobe  of  the 
second  derivative  of  Gaussian  function  and 
background  with  another  color  on  the 
sidelobes.  This  article  is  devoted  to 
suppression of disadvantages described above.  

The ridge detection 

In  this  section we shortly  recall  the algorithm 
[3],  let   yxI ,   is  the  intensity  of  input 

grayscale image. Scale space [6]  is defined as 
convolution  of  the  image   yxI ,   with 

Gaussian kernel: 
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We  denote  smoothed  image   tyxL ,,  

derivatives  with  subscripts  as 

,...,,,, yyxyxxyx LLLLL .  Such  derivatives  are 

equivalent  to  original  image   yxI ,  

convolution  with  appropriate  derivatives  of 
Gauss  function   tyxG ,, .  By  direct 

differentiation it is easy to check [6] that scale-
space  representation  of  image   tyxL ,,   is 

satisfied to diffusion equation: 
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where derivatives are computed at scale  t .  
Consider  the algorithm [3]  for ridge detection 
with  branch  points  missing.  Let  the  thickness 
of  lines  is  fixed and equal  2 ,  then  filter  for 
ridge lines finding can be the Laplace operator 

or  maximal  eigenvalue  of  Hessian  22H   in 

point   yx,  
















yyxy

xyxx

LL

LL
22H ,  (3) 

where  the  derivatives  are  computed  on  scale 
2t . In each point   yx,  we have a pair of 

eigenvectors:   21 , vv ,  where  1v   corresponds 

to eigenvalue  1  such that  21    and  1v  is 

normal  to  ridge.  On  this  basis  we  obtain  the 
algorithm  of  ridge  lines  detection  as  local 
maxima finding task (we find directional local 

maxima and minima of values  1   in direction

1v ),  i.e.  we  use  the  Non  Maxima  Supression 

(NMS)  procedure  with  3x3  window  from 
Canny  edge  detector.  If  the  detection  scale  t  
does  not  equal  to  thickness  of  line,  the 
response  of  Laplacian  (which  is  equal  to 

21   yyxx LLL ) or eigen value  1  is 

less than that of for scale is equal to thickness. 
Then  if  we  analyze  the  response  on 
neighborhoods  scales  we  can  choose  the 
optimal  scale.  In  scale-space  the  3D  Hessian 
is: 
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(4) 

 
In  [3]  the  NMS  procedure  was  modified  as 
follows:  the  suppression  is  performed 
simultaneously  in  2  directions  of  3D  scale 
space  (x,y,t)  using  3x3x3  window.  The 
directions  are  selected  as  projections  of  2 
eigenvectors  corresponding  to  2  maximal 
eigenvalues  of  (4)  on  the  plane  normal  to 

eigenvector  2v   of  2D  Hessian  (3).  The 

discrete step on scales 
ni  ,...,,...,0
 in [3] are 

chosen as  in  [7]:  4
10 2,1 ii    . For 3D 

NMS procedure implementation it is sufficient 
to hold in memory only 3 layers corresponding 
to  3  sequential  scales.  Processing  such  layers 

triplets  sequentially  under  i   increasing,  the 

local maximum points are collected.  

False detection suppression 

The  method  [3]  outlined  above  detects  also 
such features as blobs and some edges. In our 
approach  the  final  results  are  presented  in 
vector form instead of bitmap. After detection 
of ridges their spine pixel chains are collected 
in  lists and the lists are united in a graph. For 
excluding  blobs,  the  lists  with  small  count  of 
pixels  are  discarded.  It  is  important  that  the 
minimal  count of pixels  in  list  is proportional 
to  the  ridge  (or  thick  line)  width.  That  is  we 
impose a constraint for minimum elongation of 
the blobs, which are considered as ridges. This 
approach is differ from [3] where separation of 
ridges  and  blobs  is  based  on  ratio  of  eigen 
values of (3). 
For  suppression  of  edges  in  [3]  in  NMS 
procedure  the points  are discarded  if  next dot 
product is negative:  

     0, 11 - vxgvxg


.  (5) 

Our  experiments  show  that  condition  (5)  can 
lead to erroneous discarding true ridge centers 
for  example  in  cases  when  different  side’s 
backgrounds  relatively  to  ridge  have  a 
different  average  intensity.  We  propose  the 
modification of this condition: 

     gii T- 11 , vxgvxg


   (6) 

where  i   corresponds  to  current  scale,  the 

threshold constant satisfied the inequality: 

01 - gT ,  (7) 

T
yx LL ),(g


 is the image intensity gradient. 

Adaptive flood-fill 

After  the  previous  step  we  obtains  the  set  of 
detected  ridges  represented  as  set  of  points 

  jjj lS ,,x ,  where  jx   –  the  coordinates 

of center points of ridge lines,  j  – the scale, 

at  which  we  detect  ridge  point  with 



242 

 

coordinates  jx ,  jl – the response value in this 

point  (the  response  of  Laplacian  convolution 

computed  on  scale  j ).  Using  this  data,  we 

build 3 images  maxmin ,, IIM . We set    1xM  

if  pixel  belongs  to  ridges,  and    0xM  

elsewhere.  maxmin , II   –  additional  images 

showing  the  available  ridges  points  intensity 
range.  Let  initially  in  all  points    0xM . 

Then for each points  Sj x  we set 

     
    .5.0

,5.0,1

min

max

jjj

jjjj

lII

lIIM

-



xx

xxx
  (8) 

As shown in [3], the Laplacian value on scale 
corresponding  to  ridge  thickness  is  equal  to 
difference of average intensities of background 
and of ridge. 
Then  we  make  flood  fill  of  image  M .  The 
proposed  algorithm  is  similar  to  [1],  but  we 
use  additional  conditions  for  pixel  filling. 

Consider two neighborhood pixels  ky and  jy - 

    0,1  jk MM yy . If the condition  

     kjk III yyy maxmin  ,  (9) 

is satisfied, we modify the pixel  jy  as: 
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  (10) 

Now  we  can  describe  the  algorithm  of 
adaptive flood fill: 

algorithm AdaptiveFloodFill( x , d ) 
1. if   1xM  return 

2. if       xdxx maxmin IIINOT   

return 
3.  

   
   xdx

xdx

dx

maxmax

minmin

1

II

II

M







 

4. 
AdaptiveFloodFill ( dx  ,  T10 ) 

5. 
AdaptiveFloodFill ( dx  ,  T01 ) 

6. 
AdaptiveFloodFill ( dx  ,  T10 - ) 

7. 
AdaptiveFloodFill ( dx  ,  T01- ) 

 
In  the  beginning  of  the  algorithm  for  each 
points  0)(: ii M xx   and  for  each 

neighborhoods  dx i   we  invoke  the 

algorithm  AdaptiveFloodFill( dx ,i ),  which 

differs  from  [1]  by  2  and  3  lines.  For  near 
border  pixels  we  additionally  check  when 

coordinates  dx    are  outside  of  image 
rectangle. This is the scheme of simple and not 
optimal  realization  of  the  flood  filling 
algorithm.  The  faster  algorithm  is  described, 
for example,  in [1], and can easy be modified 
for  our  problem  by  including  additional 
conditions for pixel filling (9), (10). 

Ridge skeletization 

The  binary  image  M   after  the  previous  step 
will  segment  the  image  into  the  pixels 
belonging  to  the  ridges  and  the  background 
pixels.  When  at  branch  points  the  ridges 
change their color slightly in comparison with 
the  background,  the  junction  points  will  be 
added  to  the  ridges,  even  if  they  were  not 
found by  the scale-space detector. Further  the 
continuous  skeletization  of  binary  image  can 
be applied and the skeleton can be used as the 
result.  We  use  the  algorithm  [9],  because  in 
our approach it  is desirable to retain the ridge 
points  found by scale-space detector and only 
add  junction  and  junction neighborhood  ridge 
points as a result of thinning. The algorithm of 
skeletization via line thinning is based on step-
by-step  removing  of  the  points  which  are  not 
the centers  in  lines under additional condition 
that  it  is  not  ridge  point  obtained  with  scale-
space  detector.  Each  algorithm  iteration 
includes two passes through all the pixels. On 
each  pass  the  non-skeleton  points  are  marked 
but  removed  only  after  the  end  of  the  pass. 
Around  each  point  x   of  the  image  M   the 
window  3x3  is  selected.  We  can  enumerate 
pixels  921 ,...,, PPP  is the window in order shown 

on the Fig.1. Descriptors  



9

2
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i

iPB x  and  )(xA  

which is equal to the number of patterns 01 in 
the sequence  292 ,,..., PPP  are calculated. 

 

 
Fig. 1: pixel`s order in 3x3 window 
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On  the  first  pass  the pixel  x   is marked  to be 
removed  from  image  M   if  all  four  next 
conditions are satisfied:  

a) 6)(2  xB  

b) 1)( xA  

c)       1642  PMPMPM  

d)       1864  PMPMPM  

On  the  second  pass  clauses  c)  and  d)  are 
changed to the following: 

c')       1842  PMPMPM  

d')       1862  PMPMPM  

The  iterations  are  being  done  until  no  pixels 
are  removed  during  two  passes.  As  we  don’t 
remove  pixels  detected  by  the  scale-space 
algorithm,  all  the  lines  found  initially  retains 
and only the junction points between them are 
appended. 

Results and conclusion 

The  ridge  detection  algorithm  without  brakes 
near branch points is proposed. We make some 
improvements  in  algorithm  [3]  and  restore 
breaks  in  ridges  near  branch  points  with 
adaptive  flood  fill  algorithm.  We  test  our 
approach  on  synthetic  and  medical  images. 
Some  results  for  medical  retina  images  are 
shown  on  Fig.  2.  The  ridges  in  the  Fig. 2b 
have  brakes  near  branch  points  while  in  the 
Fig. 2c  most  of  these  brakes  are  restored  and 
shown in red. One of the disadvantages of the 
proposed  algorithm  is  that  our  method  does 
not  detect  the  accurate  ridge  edges.  But  after 
we  restore  the  ridges  interconnections,  the 
problem  simplifies  to  finding  edges  between 
object  (ridges  united  in  tree)  and  the 
background.  The  task  becomes  bipolar 
labeling problem and can be solved via graph 
minimal  cut  between  source  (the  set  of 
connected  ridge  central  points)  and  sink 
(background,  or  the  points  lying  far  from 
ridges longer than the ridge width).  
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A comparative analysis of computational cost and incorrect identification probability of 
some based on comparison with a standard object identification methods is performed. 
Correlation-extreme  algorithm,  contour  analysis  method  and  stochastic  gradient 
identification are considered as such methods. Investigated methods use directly images 
or object’s features (contours) on these images. 

 

Problem formulation 

Video processing,  remote  sensing, processing  of 
data from vehicle’s cameras etc. are fields where 
object  identification  can  be  implemented. 
Although  there  are  many  publications  the 
mentioned  problem  is  still  topical.  One  of  the 
reasons  is  the  requirement  of  real-time  data 
processing. 
In real situations objects’ images are considerably 
different  depending  on  the  positions  of  light 
sources,  the  angle  of  observation,  parameters  of 
acquisition  system.  Change  in observation  angle 
leads to a change of an object’s form. Obviously 
we  can’t  store  standard  images  for  every 
acquisition conditions because a consideration of 
just  the  angle  of  observation,  positions  of  light 
sources  and  focal  length  requires more  than one 
hundred  standard  images  of  one  object.  If  we 
consider   values  for  i-th parameter    then  a 

use  of    parameters    requires  , 

standards,  which  is  unacceptably  for  real-time 
systems when   is large. 

A  problem  of  object  identification  is  always 
reduced  to  seek  for  a  spatial  transformation 
minimizing  distance  between  tested  image   
and standard image   in a given metric space. 

If a model of possible image deformations   

and  objective  function    is  given  then 

parameters    leading  to  objective  function’s 
extremum  should  be  found  [1  -  6].  Objective 

function    is  a  similarity  measure  of    and 

. It defines the metric space.  

Object  identification  methods  usually  include 
some  kind  of  image  preprocessing,  e.g.  image 
segmentation  allowing  distinguishing  an  object 
and finding its location as the first approximation. 
Besides,  image  binarisation  is  usually  used  to 
simplify primitive objects  identification [1, 3, 4]. 
Binary images are considered in this work. 
In  this  work  it  is  assumed  that  target object  has 
similar  geometrical  shape  on  images.  But  they 
can be differ by scale factor  , rotation angle  , 

translations    and    among  the  axis  Ox  and 

Oy. Moreover, images can have additive noise. In 
this situation, the object’s image can be obtained 
up  to  noise  from  the  standard  image  using 
similarity model [1].  
A  comparative  analysis  of  popular  object 
identification methods is described below. These 
popular  methods  are  correlation-extreme 
algorithm  (CEA),  contour  analysis  method 
(CAM)  and  stochastic  gradient  identification 
(SGI).  Investigated  methods  use  directly  images 
or  object’s  features  (contours)  on  these  images. 
The  comparison  is  performed  by  computational 
cost  and  a  probability  of  incorrect  object 
identification. 

Computational cost of the methods 

Let’s estimate methods’ computational cost.  
The  idea  of  CEA  is  to  compute  correlation 
function  between  tested  image  and  standard 
image  for  every  given  combination  of 
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transformation  parameters.  If  tasted  image 
contains  similar  fragment  then  correlation 
function has a maximum at this position [2, 4]. 

The main  stages  of  CEA  are  evaluation of 
correlation  ratio  for  each  possible  object’s 
location  (with  each  standard),  search  for  the 
maximum  ratio  and  comparison  with  a 
threshold  providing  given  correct 
identification probability. 

Computational  cost  of  CEA  depends  on  a 
range  of  possible  parameters.  For    
pixels standard image it is approximately 

, 

where:  ,  , 

 and   

-  the  number of  standards  for  parameters  , 

,    and    respectively;    and 

  -  the  maximum  (minimum)  rotation 

angle  and  scale  ratio;  ,    and    - 

steps  of  parameters.  If  object’s  orientation  is 
not bounded, we obtain the following  

. (1) 

Use of CEA allows  recognizing objects by 
their  contours.  In order  to  extract  information 
about  object’s  form  the  contour  is  considered 
as closed contour vector  [2, 3]. The  length of 
this  contour  (the  number    of  its  basic 
components)  [3]  is  normalized.  After  that, 
normalized  correlation  ratio between obtained 
contour  vector  and  vector  obtained  from 
standard by circular shift of its components is 
computed.  If  correlation  ratio  oversteps  the 
threshold then the object is identified. 

Assuming a use of the Canny edge detector 
[3] with noise reduction based on Gaussian 
filter [1] and Fast Fourier Transform (FFT), 
and Sobel operator [2] to estimate the intensity 
gradient, let’s estimate the computational cost 
of CEA to detect object boundaries. The main 
stages of CEA [3] and their number of 
required basic operations are given in table 1.  

The computational cost of CAM: 

    (2) 

Table 1. Computational cost of CEA 

CEA stages 
The number 

of 
operations 

Noise reduction   

Gradient estimation   
Non-maximum suppression   
Double threshold filtering   
Tracing edges through the image 
and hysteresis thresholding 

 

Representing contours as vectors   

Normalization of the contour’s 
length, where  – the contour’s 
length (the number of basic vectors) 

 

Normalized correlation function 
calculation   

 
In  SGI  algorithm  identification  parameters  
  are  searched  for  recurrently  with  standard 

location keeping unchanged [5]: 

, 

where   -  gradient  estimation  of   

depending on   and the number of iteration 

;   - the learning rate matrix [5]. For 

identification  correlation  ratio  is  a  common 

choice for  . Effective range of the method is 

limited and it defines the number of standards. 
Fig. 1  shows  standards  (rectangular,  elliptical 
and  triangular)  and  estimates  of  objective 

function   obtained using SGI on the number 

of  iterations  for  each  standard  in  case  of 
rectangular  object  on  the  tested  image.  One 
can  see  that  for  the  case  of  rectangular 

standard    estimates  converge  to  minimum 

within  600  iterations.  For  the  other  standards 
this estimates are stochastic with rather similar 
variance. 

In order to increase convergence of 
estimations   and to increase the effective 
range of SGI it is reasonable to implement 
low-pass filtering, e.g. using Gaussian filter. 
As mentioned above, it requires about 

 basic operations. 

Computational cost of SGI by itself is 
considered in [6]. It depends on a way of 
gradient estimation. If correlation ratio is used 
as objective function, the computational cost is 

approximately   up to 

 basic operations, where   - the 

size of local sample used at each iteration,   - 
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the number of iterations. Therefore, 
computational cost of SGI is in average equal 
to: 

. (3) 

 

 
Fig. 1. Objective function estimation using SGI. 

 
Fig. 2  shows  the  dependence  of 

computational cost of tested algorithms on the 
size  of  image  ( ) with  the  same object 
size  128х128 pixels. Curve 1  represents CEA 

with  ,  ,  , 

,  ;  curve  2  –  CAM  with 

;  curve  3  –  SGI  with  , 

. 
 

 
Fig. 2. The dependence of computational cost of the 
methods on the image size with the same object size. 

  

One can see that when image has less  than 

 pixels, CAM has  the  least cost.  If  it  is 

more than   pixels, SGI has the least cost. 
Computational  cost  of  CAE  is  100  times 
higher  and  it  depends  quadratically  on  the 

image  size  (it  is  slightly  reflected  at  the 
picture). 

,Fig. 3  shows  the  dependence  of 
computational cost on the object’s size (
) when the image size is constant (1024х1024 
pixels). The parameters of methods were equal 
to  mentioned  above.  One  can  see  that 
computational cost CAM and SGI are weakly 
dependent  on  the  object’s  size.  For  CAE  this 
dependence  is  approximately  quadratic.  SGI 
requires  the  lowest  cost  and  CAE  –  the 
highest:  when    they  differ  by  100 
times, when   - by 1000 times. 
 

 
Fig. 3. The dependence of computational cost of the 

methods on the object’s size with the same image size.  

 
An  experiment  has  shown  that  when 

,    after  200 
implementations  the  average  evaluation  time 
of  CAE  is  equal  to  14  minutes,  CAM  –  0.6 
seconds,  SGI  –  0.9  seconds.  Let’s  notice  that 
three initial approximations were used for SGI 
because the effective range of this method for 

used  number  of  iteration  is  about  .  A 
calculation of computational cost for the same 
conditions  gives  the  following  results: 

,  , 

.  It  is  confirmed  with 

experimental results. 

The probability of incorrect identification  

The probability of  incorrect  identification   

was  determined  experimentally.  And  the 
influence  of  additive  Gaussian  noise  with 
signal-to-noise  ratio  from  1  to  10  and 
misalignment  between  standard  and  tested 
objects  (which  is  crucial  for  SGI)  were 
examined.  

Fig. 4  shows  curves  of  dependence  of   
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on  signal-to-noise  ratio.  CEA  has  the  best 
noise  stability  due  to  the  large  sample  size. 
Due to high computational cost relatively large 
steps of  identification  parameters were used  (

,  ,  ).  This  led  to 

some  incorrect  identification.  SGI  has  also 
shown good noise stability. With weak noise (

) it has lower  . This can be explained 

by high accuracy of parameters’ identification. 
Due  to  errors  in  contour  detection  CAM 
showed several times worse results for each  . 

 

 
Fig. 4. The dependence of incorrect identification 

probability on signal-to-noise ratio. 

 
Fig. 5  shows  the  incorrect  identification 

probability  dependence  on  misalignment  of 
standard object and tested object when  . 

One can see that this parameter is crucial only 
for SGI due to low effective range. For SGI in 
this  case    increases  by  4  times  with 

misalignment distance increasing from 0 to 40. 
 

 
Fig. 5. The dependence of incorrect identification 

probability on misalignment of standard and tested 
objects 

Conclusion 

The  comparative  analysis  showed  that  the 
computational  cost  of  examined  methods  is 
dependent  on  the  image  size.  CAM  has  the 
lowest cost with small images, with big – SGI. 
CEA has quadratic dependence of  the cost on 
the image size and it is 100 times higher. 

The computational cost of CAM and SGI is 
slightly  dependent  on  the  object  size,  but  for 
CEA it also has a quadratic form. SGI requires 
the  lowest  computational  cost,  CEA  –  the 
highest. 

Due to the largest sample size CEA has the 
highest  noise  stability.  Due  to  relatively  large 
steps  used  for  identification  parameters  (

,  ,  )  CEA  has 

some  incorrect  identification.  SGI  has  also 
shown good noise stability. But the probability 
of  the correct  identification  for  this method  is 
dependent  on  misalignment  between  tested 
and  standard  objects.  The  probability  of 
incorrect  identification  for  CAM  is  several 
times  higher  is  case  of  noise  due  to  errors  in 
contour detection. 

Thus, SGI is better choice among examined 
methods for continuous data processing due to 
high performance and good noise stability. 
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In  the  work,  the  problem  of  restoration  of  signals  blurred  by  a  linear  operator  is 
considered.  An  image  as  a  function  of  two  variables  can  be  well  described  with  two 
variations.  One  of  them  is  a  metrical  characteristic  of  continuously  differentiable 
functions. Another one is called a linear variation. The linear variation is a topological 
characteristic  of  a  function  of  two  variables.  We  carry  out  a  detailed  analysis  of  the 
gradient descent method for signal restoration. Restoration errors of the method can be 
overcome by using linear variations. Computer simulation illustrates restoration results 
by the gradient descent method. 

 

Introduction 

Numerous  papers  on  image  restoration 
consider  the  restoration  of  functions  distorted 
by  a  linear  operator  using  different  variations 
of  the  gradient  descent  method  [1-4].    In  this 
paper, analysis of the gradient descent method 
for  signal  restoration  is  performed  in order  to 
find  shortcomings  of  the  method  and  to 
improve  its  performance  using  linear 
variations of a function.  
Let �  be an original  image, �  be a distorting 
compact  operator,  and  ��   be  a  degraded 
image,  that  is,  �� = � �.  Consider  the 
restoration  problem  of  the  original  image  � 
using  known �  and  ��.  Denote  by  J(�)  the 
functional: 
 

�(�) = ∥ �� − ��  ∥��
�  .              (1) 

 
To  restore  the  function  �,  the  following 
variation problem is stated:  
 

� = arg ��� ∥ �� − ��  ∥��
�  ,     (2) 

              � ∈ ��(Ω) 
 
where   is the domain of the function � in ℝ�. 
A common way of solving the problem in (2) 
is to use the gradient descent method [5]. The 

iterations  of  the  gradient  descent  method  are 
given as 
 

���� = �� − �� ∙�′(��) .           (3) 
 

Here  �′(�)  is  the  gradient  of  the  functional 
�(�). In the functional space �� the gradient is 
given by  

 
��(��) = 2�∗(�� − ��) ,      (4) 

 
where  �∗    is  an  adjoin  operator.    ��  is  a 
parameter  of  the  gradient  method  step.  This 
parameter  is  selected  in  such a way  to  satisfy 
the following condition:  
 

�(����) < �(��) .                    (5) 
 

The  norm  is  a  metrical  characteristic  of  a 
function  of  two  variables.  Continuous 
functions  of  two  variables  also  have  a  set  of 
topological  characteristics  called  linear 
variations.  Kronrod  [6]  introduced  the  notion 
of  a  regular  component  of  the  level  set  of  a 
continuous  function  of  two  variables.  The 
simplest topological characteristic in the linear 
variation  theory  is  a  number  of  regular 
components  for  all  level  sets  of  a  function. 
Full  information  about  linear  variations  of  a 
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function  is  contained  in  the  one-dimensional 
tree of a function of two variables.    

Linear variation for continuous and 
discrete functions 

Let  Φ�(�)  be  the  number  of  regular 
components  of  a  level  set  �  for  a  continuous 
function  [6].  The  first  Kronrod’s  linear 
variation is defined as 
 

    �(�) = ∫ ��(�)
��

��
��  .                     (6) 

 
Let  �  be  a  binary  discrete  function  � =
(��,�), where   ��,� ∈ {0,1},  for all pairs (�, �). 

A  subset  of  such  pairs (�, �)    when  ��,� = 1 
and all elements of the subset are connected by 
the  8-connectivity,  is  called  the  connected 
component  of  the  binary  function  �.  For  a 
number  � ∈ ℕ  and  a  discrete  function  �  we 
define the following indicator function   : 
 

����� �� = �
1, �� � ≥ �  

0, �� � < �
.              (7) 

 

Definition. The number V����,�� of connected 

components  for  a  level  �,    � ∈ ℕ  of  the 
discrete  function  �  is  called  the  number  of 
connected  components  of  the  binary  discrete 

function χ����,��. 

 

Definition.  The  linear  variation V���,��    of  a 

discrete function � is defined as follows: 
 

���� �� = ∑ ����� ��
��
���   .           (8) 

 
Let us compute  the discrete gradient ∇�� �   of 

� at (�, �)  as 
 
∇�� � = ( ���� � − �� �, �� ��� − �� � ) .  (9) 

 
Suppose that if the pair (�, �)  is outside of the 
domain of the function �, then �� � = 0. 

Application of gradient descent method for 
continuous functions 

Let  us  consider  a  linear  operator �  of  a 
centered  horizontal  blurring  in  the  functional 
space  ��(Ω)  that  degrades  a  function  � ∈
��(Ω):  

 

��(�) =
�

�∆
∫ �(�)
��∆

��∆
�� ,               (10) 

 
where � is an arbitrary point of the set  .   
 
Remark.  The  operator  �  is  a  self-adjoint 
operator, that is, �∗ = �. 
 
Suppose  that  the  function  �(�)  is  a  parabola 
��� + �, where � < 0. 
 
Remark.  The  function  �(�) = ��� + �  does 
not  belong  to  of  the  functional  space  ��(Ω)  
when Ω = ℝ. Nevertheless, assuming that Ω =
[−�, �],  where  R  is  a  sufficiently  large 
number,  the  performance  of  the  gradient 
decent  method  at  the  origin  with  a  finite 
number  of  steps  for  the  parabola  defined  on 
the  whole  axis    coincides  with  that  for  the 
parabola defined on  the interval Ω = [−�, �].  
 
 Consider  the  behavior  of  a  set  of  functions 
{���(�), ���(�),..., ���(�)}. 
 
Proposition 1. 
 

��� = ��� + �� +
�

�
�∆��.            (11) 

 
Let  us  apply  the  gradient  descent  method  to 
��.  Denote  by  ��,  ��,…,  ��  functions 
obtained  from  the  function  ��   using  an 
appropriate  number  of  steps  of  the  gradient 
method.  For  the  given  operator  A,  and  the 
given function � we obtain  
 
���� = �� − 2 ���� �

∗(  � �� − �� )  
= �� − 2 ���� �

��� + 2 ���� ��� 
= �� − 2 ���� �

��� + 2 ���� �
��      . (12) 

 
where  ��  is  a  parameter  of  the  gradient 
method at the kth step.   
 
Proposition 2.   
 

�� = ��� + (� +
1

3
�∆�(  1 − 2�� ) ∙ 

∙(  1 − 2�� )…∙(  1 − 2�� ) ) ,     (13) 
 
where  ��    is  a  parameter  of  the  gradient 
method at the kth step.   
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Corollary.  

��� = ��� + (� +
1

3
�∆�((  1 − 2�� ) 

…(  1 − 2�� ) + 1 )) .                       (14) 
 
Note that the gradient method exactly restores 
the  position  of  the  maximum  of  the  function.  
In  the  case  of  the  optimal  parameter  value 

�� =
�

�
,  the  function  maximum  is  exactly 

restored  too.  However,  the  probability  of 
choosing the optimum value of �� using (5) in 
the  method  equals  zero.  It  can  be  shown  that 
for small values of the parameters ��, 

 

lim
� → �

�� +
�

�
�∆�(  1 − 2�� )(  1 −

2�� )… (  1 − 2�� )� = 0.   (15) 

 
If  the number of steps of  the gradient method 
is  a  finite number,  the difference between  the 
values  of  the  maxima  of  the  original  and 
restored functions is not zero. It follows from 
 

��� − �� = ��� − ��� =  

=
�

�
�∆�(  1 − 2�� ) ∙…∙(  1 − 2�� ) .    (16) 

 
A regular stopping rule of the gradient method 
depends on the difference value,  
 

�(����) − �(��).            (17) 
 
If the difference is less than a small predefined 
value �, then the iterative process is stopped. 
Consequently,     
  

∥ ����� − ��  ∥
�−∥ ��� − ��  ∥

�=  

= �
1

3
�∆�(  1 − 2�� ) ∙…∙(  1 − 2�� )�

�

 

∙( ����
� − 4����) .         (18) 

 
The  difference  value  between  the  maxima  of 
the functions ���� and � is given by 
 
�

�
�∆�(  1 − 2�� ) ∙…∙(  1 − 2���� ) .     (19) 

 
Comparing (18) and (19), one can observe that 
for  small  values  of    ��  a  saturation  of  the 
gradient  method  in  accordance  with  the 
criterion  (17)  occurs  when  the  value  of 
expression (19) is substantially greater than �.  

Therefore,  for  the  considered  model  the 
gradient  method  is  able  to  localize  local 
extrema, but often is unable to exactly restore 
the values of the extrema.  
Denote by �(�, �) a function of two variables, 
 

�(�, �) = �(�) × �,       (20) 
  

where    �  is  a  binary  function  of  region  of 
support (for instance, for selecting an arbitrary 
segment  of  the  function).  Let  the  function 
�(�, �)  be  a  parabolic  cylinder.  For  the 
function  of  two  variables,  now  we  apply  the 
approach  described  above  for  the  one-
dimensional case. 
Linear  variation  �(�)  for  a  parabola  �(�)  
defined on the segment [−�, �] can be written 
as  
 

�(�) = �(0) − �(�) .            (21) 
 

If we know the height of the original parabola, 
the projection method [7] can be used to a set 
the  linear  variation  values  computed  over  a 
function restored by the gradient method. The 
projection method helps  to  restore pretty well 
the  values  of  local  function  extrema  at  know 
positions. 

Computer Simulation  

Let us consider the following discrete function 
shown in Fig. 1:  
 

�� = �−

0, 0 ≤  � ≤ 471  
(�����)�

�
+ 210, 472 ≤  � ≤ 528

0, 529 ≤  � ≤ 1000 

 . (22) 

 
The  maximum  value  equals  to  ����= 210. 
The When a linear blurring with ∆= 5  is used, 
a  saturation  of  the  gradient  method  occurs  at 
the  maximum  of  the  restored  function  with 
����= 209.36.  

 
Fig. 1. Test discrete signal.  
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The restoration of a blurred function with ∆=
10  yields  the  maximum  value  of  the  output 
function of ����= 205.44. For the latter case, 
the  restored  function  and  difference  between 
the  original  and  restored  functions  are  shown 
in Figs. 2 and 3, respectively. 
  

 
Fig. 2. Restored discrete signal for the case ∆= 10.  

 

 
Fig. 3. Difference between the original and restored 

signals for the case ∆= 10.  

Conclusion 

In  this  paper we  analyzed  the performance of 
the  gradient  decent  method  for  restoration  of 
signals blurred by a linear operator. Computer 
simulation illustrated restoration results by the 
gradient descent method. Restoration errors of 
the  method  can  be  overcome  by  using  linear 
variations  and  early  proposed  projection 
method. 
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This paper presents a new method for high-capacity information hiding in digital video. 
Algorithm  proposed  in  this  paper  does  not  require  a  temporal  synchronization  to 
provide a hidden data extraction robust against frame loss. At the same time, proposed 
randomized  distribution  of  hidden  information  bits  across  video  frames  allows  to 
increase  the  hiding  capacity  proportionally  to  number  of  frames  used.  Proposed 
algorithm  is  also  robust against  “watermark  estimation” attack aimed at  estimation of 
hidden  information  without  knowing  the  embedding  key.  Experimental  results  are 
provided to demonstrate declared features of proposed information hiding method. 

Introduction 

Methods  for  information  hiding  in  digital 
video or image sequences, especially methods 
purposed  for  copyright  protection  and  traitor 
tracing  applications  became  a  widely 
discussed  topic  during  last  two  decades. 
According  to  [6] and [8], video watermarking 
and  information hiding algorithms are usually 
based  on  “frame-by-frame”  embedding 
approach,  which  means  every  frame  of  the 
host  video  is  processed  independently  from 
other frames. However, as it was shown in [2], 
there  are  two  potential  security  issues  caused 
by this approach. First, if the same embedding 
key K  is used  to embed watermark  into every 
frame  of  chosen  video,  then  a  simple  attack 
aimed  at  hidden  information  extraction  is 
possible.  Attacker  can  analyze  (by  means  of 
temporal  averaging  or  using  methods  like  an 
ICA,  [1]  )  a  large  amount  of  video  frames  to 
find  a  “static”  noise-like  image  component 
D’(n,m),  which  was  constantly  added  into 
every frame during information hiding. By this 
means,  attacker  can  recognize  the  hidden 
information presence even if embedding key is 
unknown.  Also,  attacker  can  apply  the 
“watermark  estimation”  attack  ([2])  using  an 
estimated D’(n,m) value to extract and remove 
hidden  information  from  host  video  without 
loss of video quality . 
Second, if independent keys Kt ,  ]1,0[ - Tt  are 

used  in  such  a  manner  what  information  is 

embedded  into  t-th  frame of  host  video using 
key Kt. Usage of independent embedding keys 
makes  it  impossible  to  estimate  hidden 
information  using  multiple  video  frames.  But 
in  this  case,  frame  counter  synchronization 
between  information  embedder  and  detector 
must be provided to achieve robustness against 
frame  loss.  Several  algorithms  for  frame 
counter synchronization were proposed during 
last  decade.  Chen  [3]  and  Sun  [4]    suggest 
generating key Kt for information hiding using 
current frame statistical features, such as frame 
luminance mean and variance. This algorithm 
does  not  use  counter  information  for  key 
generation,  so  loss  of  one  or  several  frames 
after information embedding will not influence 
information  extraction  from  non-corrupted 
frames. In other words, algorithms proposed in 
[3] and [4] use frame contents instead of frame 
counter  for  embedding  key  generation,  which 
makes  information  extraction  totally 
independent  from  host  video  frame  order. 
However,  these  algorithms  have  a  several 
disadvantages.  First,  a  number  of  equal  keys 
will be generated if video contains a series of 
identical  frames.  Second,  frame-based  video 
processing,  such  as  frame  blurring,  cropping 
and  filtering,  can  affects  statistical  frame 
features  needed  for  key  generation.  If  these 
processing  operations  are  introduced  after 
information  embedding,  then  keys  generated 
during  information  extraction  will  not  match 
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original  keys  and  no  information  will  be 
extracted.  
Another  approach  to  key  generation  for 
information hiding in video is described in [2], 
[5],[6].  A  small  set  of  frame  keys  Kj.  is 
generated  for  information  embedding , where 
j=[1..J],  TJ   and T is  a  total  number  of 
video frames. Next, information hiding for the 
t-th frame of host video is performed using j-th 
frame  key,  where  j= (i mod J). If  frame 
synchronization  is  lost  during  hidden 
information  extraction  stage,  an  exhaustive 
search  is  performed  trying  all  possible 
embedding  keys  to  extract  information  from 
current  desynchronized  frame.  On  the  other 
hand,  if  attacker  knows  the  rule  for  Kj 
selection  during  embedding,  he  can  choose 
only the frames with the same embedding key 
for performing “watermark estimation” attack. 
In next section this type of attack will be noted 
as  “watermark  estimation”  attack  with  frame 
selection.  
Also, frame counter resynchronization method 
based on recognition of additional temporal or 
spatial  “synchronization  patterns”  is  proposed 
in  [7],  [8].  A  synchronization  pattern,  usually 
an M-sequence or Gold  sequence,  is  added  to 
certain  parts  of  video  signal  to  provide 
reference  information  (temporal  offset,  for 
example)  for  extraction  procedure.  This 
solution  provides  high  robustness  against 
video  processing  operations  (cropping, 
filtering  etc)  and  non-malicious  frame 
desynchronization due  to hardware  issues and 
transmission  errors.  But,  as  it  was 
demonstrated in [9], synchronization marks are 
by himself are subject to a specialized type of 
attacks called “watermark template attack”, so 
overall  data  hiding  scheme  based  on 
synchronization  marks  embedding  has  low 
security against malicious attacks. 
In  the  next  section  a  new  method  for  data 
hiding  robust  against  malicious  and  non-
malicious  frame  desynchronization  attacks 
(including  frame  loss  caused  by  data 
transmission  errors)  is  proposed,  requiring  no 
temporal  synchronization  at  all.  At  the  same 
time,  proposed  algorithm  uses  bit  index 
randomization  to split hidden  information bits 
between  host  video  frames,  so  a  higher  bit 
capacity  is  achieved  compared  to  known 
algorithms.  Experimental  results  are  provided 

to  illustrate  declared  features  of  proposed 
information hiding method. 

Proposed  information hiding algorithm 

Proposed  method  is  aimed  at  high-capacity 
information  hiding  in  digital  video  and 
multilayer  digital  images  (hyperspectral 
satellite  images  for  example).  As  it  was 
declared in [6] and [10], data hiding algorithm 
is  insecure  against  watermark  estimation 
attacks  if both watermark and embedding key 
are  identical  for  every  frame  of  host  video. 
Existing algorithms use varying key to provide 
hidden information security against estimation 
attacks. But  there  is another way  to achieve a 
variability  of  noise-like  distortions  caused  by 
information embedding. A constant frame key 
can  be  used  for  all  video  frames,  but 
information  intended  for  hiding  will  be 
randomly  changed  for  every  frame  of  host 
video. 
Let  H  be  the  multi-bit  information  sequence 
intended for hiding into digital video, where Hi 

is  the  i-th bit of H and  ]1,0[ - Li . According 

to  proposed  method,  at  the  first  stage  H  is 
partitioned into L  independent “slices”: S0, S1, 
S2, S3...SL.  Each  slice  consists  of 
M=round(log2(L)+1)  bits,  which  are 
composed  using  bit  concatenation  by  the 
following rule: 

Si=n1n2n3...nM-1Hi,,  (1) 
where  round  is  a  rounding  up  operation,  and 
n1n2n3...nM-1 is a binary representation of index 
i. For example,  for L=8  and H7=0, S7 will be 
composed  as  binary  sequence  “1110”,  where 
“111”  is  a  binary  representation  of  “7”. 
Hereafter,  first  M-1  bits  of  “slice”  will  be 
referred as an "index section" and the M-th bit 
of  slice  will  be  referred  as  an  “informative 
section”  
Next,  at  the  information  hiding  stage  one  of 
slices S0, S1, S2, S3 ... SL is selected randomly 
and  then  embedded  into  current  frame  using 
any multi-bit image hiding algorithm 
suitable for multiple bit information hiding 
in digital images. The main  idea of proposed 
method is to avoid any pre-determined or key-
based  order  of  slices  during  information 
embedding.  Using  the  “slice”  structure 
proposed  in  (1),  hidden  information  can  be 
extracted with no synchronization  information 
at all. The bit sequence extracted from the host 
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frame at the receiving end can be divided into 
“informative”  and  “index”  sections,  and  then 
“index section” of extracted slice can be used 
to  determine  the  original  location  of 
“informative”  bit  in  the  multi-bit  hidden 
information sequence H. 
A  following  implementation  of  information 
hiding and extraction method is investigated in 
this  paper,  based  on  2D  spread  spectrum 
modulation.  
First, at the hidden information embedding 
stage  two  different  binary  2D  orthogonal 
sequences  1M  and  2M   (which means  1M  and 

2M   has  near-zero  circular  cross  correlation 

values)  of  length  MN    (where  MN  is  a 
frame size) are generated using secret key K.  
Next,  a  hidden  binary  image  W(n,m)  of  size 

'' MN  , where  ',' MMNN    is embedded into  the 

t-th frame of digital video using the following 
rule: 
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where  ),( nmIt is  the  t-th  frame  before 

information  embedding,  yxS ,


  is  a  2D  circular 

shift of  1M  by x columns and y rows,  ),(' mnI t  

-  the    t-th  video  frame  after  information 
embedding.  Values  x, y, (x-x’), (y-y’)  are 
positive  integers  selected  according  to  the 
following restrictions: 

]1',0[)'(
],1',0[)'(

],1,0[
],1,0[

--
--

-
-

Nyy
Mxx

Ny
Mx

,  (3) 

According  to  (2),  each  processed  frame 
contains  exactly  one  bit  of  binary  image 
W(n,m).  Bits  of  W(n,m)  are  embedded  into 
host frame sequence in a random order defined 
by  x, y, x’, y’  values.  This  means  the  “index 
section” is formed using random (x-x’) and (y-
y’) values which are  later embedded  into host 
frame by modulating M2 and M2 cyclic shifts.  
To extract a hidden image W’(n,m) from the 
host  video,  fast  normalized  circular  cross 
correlation ([11],[12]) using all possible cyclic 
shifts  of  current  frame  ),(' mnIt   is  computed  to 

detect  the  presence  of  M1  and  M2  sequences 
embedded  into  the  current  frame.  Let  1C   be 

the  maximum  value  of  circular  cross 
correlation  between  ),(' mnIt and  M1;  p  and  q 

are  vertical  and  horizontal  shift  values  of  a 

host  frame,  needed  to  produce  the  maximum 
value of circular cross correlation). Equally C2 
is  the  maximum  value  of  circular  cross 
correlation  between  M2 and ),(' mnIt ,  p’  and  q’ 

are  vertical  and  horizontal  shift  of  a  host 
frame. Hidden information slice is detected in 
current  frame  if  the  following  logical 
statement F is true 

))()((

))()((
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where T is a detection threshold 0<T<1. 
Next, to compute the bit indexes n and m for a 
current  frame,  “index  section”  is  extracted 
using the equation: 

'
'

qqm
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-
- ,  (5) 

After  computing  indexes  n  and  m, 
“informative”  bit  must  be  extracted  and  is 
stored  as  pixel  of  extracted  binary  image 
W’(n,m): 
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If  a  number  of  video  frames  is  much  larger 
than MN  ,  then  it  is  possible  to  extract  the 
same  “index  section”  from  multiple  frames. 
This  means  a  same  bit  of  hidden  information 
was independently hidden into several frames, 
providing  additional  redundancy  and 
robustness  against  video  distortions.  In  the 
next section, experimental results are provided 
to  illustrate  declared  features  of  proposed 
information hiding method. 

Experimental research 

First,  we  investigated  a  correlation  between 
noise-like  patterns  introduced  to  different 
video  frames  during  information  embeding,. 
For a  set of 1000  frames with  480640  pixels 
size, image  

),(),(),( ' nmInmImnD ttt - ,  (7) 

was computed, representing noise-like patterns 
introduced during  information hiding  into  t-th 
frame. 
Next,  maximum  circular  cross 
correlation([11],[12]) value Cmax(t) between Dt 
and  Dt+1. was  computed  using  all  possible 
cyclic shifts of Dt. 
In  an  ideal  case  of  counter-dependent  
information hiding Cmax(t)=0  for any  t, which 
means  noise  patterns  for  neighboring  frames 
are completely uncorrelated. At the other hand, 
if  time-invariant  embedding  key  is  used  and 
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hidden  information  is  repeated  for  every 
frame,  then Cmax(t)=1  and  the  whole 
information  hiding  method  is  subject  to  the 
“watermark estimation” attack. 
During  proposed  experiment,  an  averaged 
value  of  Cmax(t)  was  estimated  using  a  whole 
frame set: 





999

0
max )(

1000

1

t

tCC ,  (8) 

resulting  in an averaged value  00002.0C . At 
the  same  experiment,  maximal  and  minimal 
values of Cmax(t) computed at whole frame set 
were 0.03 and -0.034, respectively. 
 Obtained  results  allows  to  claim  that  the 
proposed  method  for  information  hiding 
introduced  mostly  uncorrelated  frame  noise 
patterns  during  information  embedding  into 
neighbouring frames. 
Next,  an  experiment  for  investigation  of 
proposed method robustness against frame loss 
and  pixelwise  frame  operations  was 
implemented. A hidden binary  image W(n,m),  

]31,0[],31,0[  mn ,  was  embedded  into  video 

sequence  consisting  of  5000  frames  with 
480640 pixels  frame  size.  Next,  after  image 

hiding,  simple  image  processing  was  applied 
to  every  frame  of  video,  combining  frame 
histogram  equalization  and  cropping  of  3% 
frame  pixels.  Next,  a  total  number  of  frames 
was  decreased  to  4500  using  a  randomized 
frame decimation of the host video.  
At  the  detection  stage,  detection  threshold 
T=0.03 was used to detect hidden information. 
As  a  result,  proposed  detection  algorithm 
failed  to  detect  hidden  information  in  182 
frames  of 4500,  and  additionally  12  frames 
caused  incorrect  extraction  of  an  “index 
section”.  But  none  of  this  errors  caused 
resulting  extracted  image  ),(' mnW   distortions, 

because of  a majority voting  scheme used  for 
post-processing of extracted bits. According to 
these  results,  proposed  method  allows  to 
extract  hidden  information  even  if  original 
frame sequence is corrupted by losing 10% of 
total frame number.  

Conclusion 

A new information hiding method for video is 
proposed  in  this  paper,  allowing  information 
detection and extraction without frame counter 
synchronization.  Also,  as  it  was  shown  by 
experimental  investigation,  proposed  method 

does  not  introduce  a  fixed  or  time-recurring 
noise pattern during information, which makes 
it  robust  against known watermark  estimation 
attacks.  At  the  same  time,  proposed 
randomized distribution of hidden information 
bits across video frames allows to increase the 
hiding  capacity  proportionally  to  number  of 
video frames. 
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In this paper we propose a new descriptor which is used to describe the digital image – a 
model-based gradient field descriptor. The derived descriptor characteristics, considered 
as  digital  image  features,  can  be  used  to  solve  the  problems  of  image  analysis, 
recognition  and  retrieval  effectively.  The  examples  of  such  tasks  solutions  using  the 
proposed descriptor are also represented in this paper. 

 

Introduction 

Local  descriptors  computed  for  specific  areas 
of  interest  of  the  analyzed  image  are  a 
powerful modern tool for solving a wide class 
of problems in digital  image processing [1-6]. 
Currently, there are many different descriptors, 
which  can  be  divided  into  the  following 
categories. 
Descriptors based on probability distributions, 
including SIFT [3], HOG [4] and LESH [1-2] 
descriptors, which are widely used because of 
their versatility and quality indicators values. 
Descriptors based on spectral-frequency 
representation.  The  main  way  to  generate 
descriptors  of  this  category  is  to  use  image 
decomposition coefficients based on wavelets, 
Gabor  filters,  Fourier  basis,  the  Radon 
transform, etc. 
Differential descriptors  are  calculated  as  a 
numeric  transform  of  the  partial  derivatives 
values  of  the  brightness  function  of  the 
analyzed image. 
A  new  image  descriptor  is  proposed  in  this 
paper,  which  is  based  on  differential  and 
probability  properties  of  the  analyzed  image 
area.  The  specificity  of  this  descriptor  is  a 
priori  given  (or  predetermined)  probability 
distribution  of  the  gradient  field  that 
characterizes the analyzed image model and/or 

solving problem. Descriptor component values 
for  a  specific  image  (fragments)  can  be 
calculated  as  the  values  of  the  probability 
density  of  the  argument  as  a  specific  field 
gradient,  i.e.  both  are  dependent  on  the 
instance (a specific image) and the model (the 
probability  distribution).  Such  descriptor 
specificity  enables  to  classify  it  as  a  model-
oriented. 
Examples  of  solving  search  and  image 
recognition  problems  using  the  proposed 
descriptor are given.  

Model-Based Gradient Field Descriptor 

Let  us  consider  a  differentiable  function  of 
brightness   21, ttf ,  defined  on  the  analysis 

area  of  the  form 

  max
22

min
2

max
11

min
121 ,:, TtTTtTtt  . 

The  analysis  area  of  a  digital  image  is 
considered as: 

 















-
 2,1,0:,

minmax

21 i
TT

nnnD ii
i , 

where   is  a  sampling  interval of  the original 
continuous brightness function. 
Under the digital gradient field we will mean a 
function/image of the form: 
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Each  unit  of  the  gradient  field  carries 
information  about  the  gradient module 

 21,nng   and  gradient orientation 

  21,arg nng   in  relation  to  the  coordinate 

axes.  Let  the  digital  gradient  field  of  the 
analysis  area  be      Dnnnngg 

21,21, .  And 

let  G be  a  random digital gradient field  with 
the  probability  density   Gp ,  characterizing 

observation model and/or solving problem. 
Under  the model-based gradient field 
descriptor (MGFD) or the descriptor handle to 
the model G  we will mean a vector 
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The  value   gpG
garg

min   is  defined  as  the 

density   Gp   of  the  gradient  field  instance 

where  the  modulus  of  the  gradient  coincides 

with the modulus of the gradient   21,nng  for 

the  field  g   for  each  sample,  and  the  phase 

gradient  values    21,arg nng   are  selected  so 

as  to  minimize  the  density   Gp .  Other 

MGFD components are determined similarly. 
For  the  MGFD  components  the  following 
relationships are valid: 

     gpgpgp G
g

GG
g

maxmin  ,  

     gpgpgp G
g

GG
g argarg

maxmin  , 

     gpgpgp G
gg

G
g

G
gg argargarg

minmaxminminmin  , 

etc.  

Features of the Model-Based  
Gradient Field Descriptor 

The  features  of  the  gradient  field  are  defined 
as  the  derived  MGFD  characteristics.  Using 
inequalities presented above it is convenient to 
introduce  them  as  the  relative  position  of 
specific  MGFD  components  between  its 
minimum  and  maximum  values.  So  you  can 
get  seven  major  features  of  the  form  (here 

RR  :   is  an  arbitrary  monotonically 

increasing function): 
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The  values  i   characterize  the  similarity 

degree  of  the  analyzed  gradient  field  to 
potentially possible realizations of the random 
field  G ,  which  is  the  model.  The  following 
inequalities are faithful:  

106,0  ii , 

and  the  higher  features  values  mean  higher 
similarity. The whole set of these features will 
be  referred  to  below  as  the  vector 

 T610 ,,,   . 

Using Descriptors for Searching and 
Recognition of Images 

The obvious way to build a decision rule using 
MGFD  is  to  use  a  conventional  discriminant 
function of the Bayes classifier [7]: 

      gpPgd lGll  , 

where      gpP lGl ,  are a priori probability 

of  the class  l   and  the corresponding  to  this 

class  value  of  the  probability  density  for  the 
analyzed gradient  field  g   (the  first  descriptor 

component). 
More complex decision  rules can be designed 
based  on  the  combinations  of  individual 
decisions  of  "simple"  classifiers  -  experts  - 
each  of  which  uses  the  MGFD  features  from 
its  analysis  sub-region.  Thus,  the  classified 
fragment  is  divided  into  subregions  (possibly 

overlapping)   1,0 - IiDi  -, and the MGFD 

description  and/or  its  features   1,0 - Iii  

are formed for each subregion. 
Selecting  a  classification  algorithm  of  each 
expert  and  the  method  of  its  setting,  the 
recognition/analysis/research  developer  may 
continue  to  use  various  combinations  of 
existing  strategies  of  their  decisions:  the 
majority  vote  or  the  weighted  vote,  the 
decisive  list,  the  estimates  calculation 
algorithm,  algorithms  algebra  [8],  boosting 
algorithms [9], and others. 

Applications  

The  proposed  MGFD  algorithm  and  the 
features  based  on  it  have  been  used  in  the 
development of two image processing systems. 
Example 1.  The  aim  of  the  first  system  is 
detection  of  passenger  vehicles  on  digital 
images of optical remote sensing of the Earth. 
The processed images were obtained by aerial 
photography  with  spatial  resolution  0.2  m. 
During construction of  this  system  there have 
been  used  different  groups  of  features  (based 
on  geometry,  texture,  structure),  but  the 
majority  of  features  (over  80%)  were  MGFD 
features. These MGFD  features correspond  to 
specific  areas  of  detecting  object  -  a 
combination  of  experts’  solutions  approach 
was used. The decisive list was performed as a 
decision  rule  (to  verify  the  hypothesis  of  the 
object  existence).  The  detection  system  was 
tested  on  30  images  of  urban  areas,  not 
included  in  the  training  set.  The  average 
number  of  objects  in  the  images  is  35.  An 
example  of  the  proposed  method  is  shown  in 
the  figure  below.  The  values  of  detection 
quality indicators are: 
- correct detection probability – 95 %, 
- number of false detected objects (per image) 
– 2,8. 
The  detailed  description  of  the  detection 
method that underlies the developed system is 
presented in  
Example 2. The purpose of the second system 
was  the  detection  of  face  location  in  identity 
paper digital image. The task was complicated 
by  the  fact  that  there  was  no  restrictions  on 
document  type,  digital  image  position, 
rasterization  type  when  printing  the  images. 
There  was  also  allowed  the  presence  of  glare 
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and  flare  as  a  consequence  of  paper  coating 
imposition  and  laminating  of  uneven  lighting 
elements;  commercial  printings  on  human 
photos;  a  high  difference  in  front  and 
background  contrast  (for  faces  in  photos)  is 
permitted, etc. [10]. 

 
Fig. 1. Detection of passenger vehicles on digital images 

of optical remote sensing of the Earth. 

 
The  main  element  of  this  solution  is  one 
MGFD feature -  2 . The correct detection of 

face  position  probability  for  the  developed 
system  (assuming a position  and  size error of 
20%  and  30%,  respectively)  was  98%.  The 
experiment was run for 500 identity papers. 

Conclusion 

A  model-based  gradient  field  descriptor  for 
describing digital images was proposed. There 
were  proposed  descriptors  features,  allowing 
to  solve  the  problems  of  image  analysis, 
recognition  and  retrieval  efficiently.  The 
examples  of  real  problems  solutions  showed 
the  effectiveness  of  the  proposed  approach  to 
analyze images. 
Further  investigations  of  this  work  include 
developing  automatic  procedures  for  large-
format  images  description  synthesis  (e.g., 
space-based remote sensing data of  the Earth) 
using  MGFD  to  solve  the  problem  of 
searching images in databases. 
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In  this  paper,  the  r-order  moments  of  the  asymmetric  generalized  Gaussian  (AGG) 
distribution  is originally  computed. Then,  the moment matching method associated  to 
the  expectation-maximization  (EM)  algorithm  is  used  to  estimate  the  AGG  mixture 
model  parameters.  The  obtained  results  are  comparable  to  those  of  the  maximum 
likelihood  method  which,  however,  manipulates  high  nonlinear  equations  (piece-wise 
function, log, etc.), contrarily to the proposed method where the calculus is less difficult  

Introduction 

An  accurate  modeling  of  unknown  probability 
density  functions  (pdfs)  of  data,  encountered  in 
practical applications, can play an important role 
in  the  direction  of  simulation  and  design  of 
modern signal processing systems [1].    
The AGG distribution has been shown to not only 
model  a  wide  range  of  statistical  distributions 
(e.g. impulsive, Laplacian, Gaussian and uniform 
distributions) but also include the asymmetry [2]. 
The  reason  for  which  an  AGG  mixture  model 
(AGGMM) can portray successfully a large class 
of  signals  (e.g.  image  gray  level  histogram, 
speech  data)  thanks  to  the  AGG  distribution 
flexibility.  In  this  work,  the  moment  matching 
estimation (MME) method is combined with the 
EM  algorithm  to  estimate  the  parameters  of  an 
AGGMM. The  resulted  are  then  compared  with 
the  maximum  likelihood  estimation  (MLE) 
method  [2].  In  fact,  the  MME  method  can 
constitute  an  alternative  to  MLE  method  where, 
in  the  latter,  the  parameter  equations  are 
characterized  by  a  high  non-linearity  due 
especially  to  discontinuity  and  special  functions 
(see [2] for more details). 

Asymmetric generalized Gaussian 
distribution and its mixture 

The  probability  density  function  pdf  of  an  uni- 
dimensional  asymmetric  generalized  Gaussian 
distribution (AGGD) is defined as 
  

 (1) 

for   (xIR), and where   

( )  is  a  vector 

whose  the  components  are  the  pseudo-mean, 
the  left  and  right  scale  parameters  and  the 
shape  parameter,  respectively.    is  the 

gamma function defined by  . 

The  parameter  β  dictates  the  exponential  rate 
of decay as shown in Fig. 1. 

 
Fig. 1. The pdfs of the AGGD with  
 = 5, α1 = 2, α2 = 4, β = {1,2,5}

 

 
Special  cases  of  AGGD  can  be  obtained  with 
some  values  of  β  as  follows:  asymmetric 
Laplacian  distribution  for  β  =  1,  asymmetric 
Gaussian  distribution  for  β  =  2,  impulse 
distribution for β  0 and uniform distribution for 
β   .  Note  that  the  scale  parameters  which 
express the width of the distribution are linked to 
standard deviations by  
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           (2) 

 
Let be a set of   realizations 

of  a  random  1D  vector  with  an  AGG  density 
  given  in  (1). Thus, AGG mixture model 

(AGGMM) can be written as a weighted sum the 
M  components    following 

AGG pdf 

           (3) 

where   is a vector of parameters to 

estimate with   the prior probability of the   

component  which  satisfies  :    and 

. The parameters   can be estimated 

by  using  EM  algorithm.  In  this  work,  the  gray 
level  histogram h(g)  (g[0,255]) of  an  image  is  
estimated by a mixture of univariate AGGDs.  

Moment Matching Estimation (MME) 

Proposition 1. If X is a random variable with the 
AGG density and, for any r  IN, the r-order non 
central moment can be written as  

 

    (4) 

 
Proof.

If  we  set  the  following  change  of  variable 
if    and  if 

x  >  ,  use  the  power  series  formula 

  and  the  definite 

integral  

function  and  take  the  amount   

equal to  , we will obtain 

 

 

 

 

 

 

 
 
Proposition 2.  Using  the  proposition  1,  the 
first four moments (mean, variance, skewness, 
and kurtosis) of X are deduced as 
Mean   

      (5) 

Variance  

 (6) 

Skewness  

 

 

(7) 
Kurtosis  

 
(8) 
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Knowing  that    is  a  set  of   

realizations  of  the  random  variable  X,  the 
empirical  moments  or  sample  moments 

denoted   and   are computed as 

 

                    (9) 

                  (10) 

             (11) 

             (12) 

In  this  subsection,  the  likelihood  maximization 
and the moment matching methods are combined 
for a mixture of AGGDs. In fact, the E-step of the 
EM  algorithm,  as  in  MLE  [2],  will  use  the 
likelihood  maximization  iteratively  to  better  fit 
the estimated mixture model to the real histogram 
while  the  moment  matching  will  be  used  to 
estimate  the  AGGD  parameters.  The  MME 
consists  to  equate  the  theoretical  expressions  of 
moments  me,  ²,  1  and  2  given  by  equations 
(5)-(8)  with  samples  moment  values  given  in 
(9)-(12)  and  then  solving  numerically  the 
nonlinear  system  of  equations  to  obtain  the 
estimated  parameter  vector 

. 

Experiments 

To  compare  between  the  MME  and  MLE 
performances  in  fitting  image  intensity 
histograms  assumed  as  AGGMM,  two  real 
images  are  used.  The  first  image  represents  a 
magnetic  resonance  image  (MRI)  of  a  brain 
consisting,  after  background  removal,  of  three 
modes  :  white  matter  (WM),  gray  matter  (GM) 
and cerebrospinal fluid (CSF) [3] (see Fig. 2). The 
second image is a radiographic image of a welded 
joint  used  in  nondestructive  testing  (NDT)  [4]. 
For  EM  initialization,  all  the  initial  prior 
probabilities    are  taken  equal  to  1/M;  the 

pseudo-means  m(0)  are  chosen  as
 

where denotes the cumulated histogram; whilst 
  and  all  initial 

shape  parameters  m(0)  are  taken  equal  to  1.8. 

The  sum  of  squared  error  (SSE)  is  used  to 
measure the histogram curve fitting 

           (13) 

The segmented image is mapped by assigning the 
optimal  realization  S(u,v)  for  each  pixel  (u,v)  in 
the  image  according  to  the  Bayes  decision  rule 
(see  [2]  for  more  details).  Then,  a  region 
uniformity  measure  U is  used  to  evaluate  the 
segmentation performance method. It is given by 

             (14) 

where m  is  the  area  ratio  of  the  mth  segmented 

region and   its variance, whilst   is the total 

image variance. The highest is the value of U, the 
better  is  the  segmentation.  The  estimated 
parameters,  the  histogram  fitting  errors  and  the 
segmentation  evaluation  measures  for  both 
images  and methods  (EM-MLE and EM-MME) 
are  reported  in  Table  1.  The  SSE  and  U  values 
obtained on the chosen images are comparable for 
the both methods. 

Conclusion 

In  this  paper,  the  moment  matching  method  is 
applied  on  finite  mixture  of  AGGDs  to  fit  gray 
level  histograms  of  a  brain  MRI  and 
Radiographic  NDT  images.  The  resulted 
estimated  parameters  and  fitting  errors  are 
comparable to those of the EM-MLE method in a 
reasonable  agreement.  Moreover,  the  solutions 
given  by  this  method  requires  less  computation 
effort  thanks  to  its  relative  simpler  nonlinear 
equations, comparatively  to EM-MLE parameter 
equations where the nonlinearities are from many 
types (see [2] for more details). 
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5. Fig. 2. MRI of brain segmented in three regions (WM, GM and CSF) via MLE and MME on AGGMM  

 

 

   

   
Fig. 3. Weld radiographic images segmented in three regions via MLE and MME on AGGMM  

Table 1. Estimated parameters, histogram fitting errors and segmentation evaluation scores 
for AGGMM via EM-MLE and EM-MME 
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Scene  classification  and  object  recognition  is  a  hot  area  of  research  in  the  field  of 
computer  vision  and  has  always  fascinated  researchers  to  explore  strategies  for 
optimization of results. Global and local features are manipulated to find a match in the 
images  or  scene  categories.  This  paper  mainly  comprises  of  finding  the  scene  labels 
based on the objects present in it. The image is transformed into a feature space and the 
classifier  is  trained  to  differentiate  each  class  in  the  feature  space.  Various  feature 
extraction  techniques  like  SIFT  and  Dense  Sift  are  explored  in  this  paper  to  find  an 
optimized  result.  Different  classifiers  were  tested  individually  as  well  as  their 
combinations  to  achieve  better  results.  Combination  of  Sparse  SIFT  and  Dense  SIFT 
techniques was found to perform better compared to others. 

 

Introduction 

Object  recognition  in  an  image  is  an  old  yet 
inconclusive  area  of  research  in  computer 
vision.  The  major  problems  encountered  in 
object  recognition  are  objects  present  in  the 
scene  having  high  clutter,  illumination 
variations,  high  occlusion,  high  degree  of 
geometric  transformations  and  intra  class 
variation.  
Local  features  are  more  robust  to  clutter, 
occlusion,  light  changes  and  geometric 
transformations  hence,  strategies  using  them 
proved to be more successful [1]. Local features 
were  successfully  utilized  for  a  long  time  but 
the  problem  with  local  features  was  that  they 
normally  lose  all  the  information  about  the 
spatial  layout  of  the  image  and  hence  lack  the 
descriptive  ability.  In  this  paper,  we  have 
worked  on  the  PASCAL  dataset  from  2006  in 
which  there  are  ten  different  classes  of  object 
and  we  have  to  detect  a  particular  object  in  a 
given  image.  The  ten  different  object  classes 
are:  bicycle,  bus,  car,  cat,  cow,  dog,  horse, 
motorcycle,  people  and  sheep. Classification  is 
not  easy  as  objects  have  high  degree  of 
geometrical  transformation,  illumination 
changes,  clutter,  occlusion  and  intra-class 
variations [1]. There are also cases in which an 
image  contains  objects  from  different  classes. 

This  only  contributes  in  making  classifier 
confused in deciding about the particular object 
in the image. 

General Strategy 

Fairly,  large  set  of  training  images  is  provided 
for each of  the  ten classes. Classifier  is  trained 
with  the  help  of  these  training  images.  First 
features are extracted from images of each class 
using  any  feature  extraction  technique  and  are 
then  mapped  according  to  the  bag  of  words 
vocabulary.The  feature  spaces  generated  by 
extraction  of  features  from  the  images  of 
different classes are grouped into k clusters with 
the  help  of  k-mean  algorithm.  The numbers  of 
clusters generated define the size of vocabulary. 
This  technique  of  grouping  or  clustering  of 
features is called ‘Bag of words’technique.  
Bag of words technique has demonstrated a fair 
deal  of  success  and  has  surpassed  many  past 
techniques.Next histogram is generated for each 
of  the  bag  of  words  feature  and  classifier  is 
trained  for  each  of  the  class.  The  classifier  is 
trained to indicate the presence or absence of an 
object  in  the  image  with  some  level  of 
confidence.  Classifier  is  trained  with  positive 
and  negative  examples  of  the  class  to  generate 
decision  boundaries  for  a  class  in  the  feature 
space.  Ground  truths  are  provided  for  each 
image.  They  are  compared  with  the  labels 
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assigned  by  the  classifier  and  ROC  curves  are 
generated  showing  the  performance  of 
technique  for  that  particular  class.  It  is 
necessary  to  mention  that  histograms  are 
normalized  in  order  to  have  same  number  of 
features  from  each  image.  For  maximum 
computational  efficiency,  we  normalize  all 
histograms by the total weight of all features in 
the image, in effect forcing the total number of 
features in all images to be the same [3]. 

Experiments and Results 

Results  for  the  various  strategies  used  are 
follows. 

1) Sparse SIFT  

SIFT  features  were  tested  with  a  number  of 
parameters which are discussed in the following 
sections: 
Vocabulary Parameters: As for SIFT, ‘Bag of 
Features’  technique  was  used.  The  parameters 
include  number  of  images  used  for  generating 
the  vocabulary  and  size  of  the  vocabulary 
(number of clusters or words in the vocabulary) 
for  extracting  the  SIFT  features  from  the 
images.  These  are  explained  in  the  following 
sections a and b. 

a) Number of Images: For  this,  the number 

of  images  used  to  generate  the  vocabulary  is 

varied,  vocabulary  size  is  kept  constant  at  ‘500’. 

The numbers of images used are 5, 10 and 15. The 

results are shown in table 1. 

Table 1. Results for varying number of 
images 

  5  10  15 
Bicycle  0.611  0.625  0.632 

Bus  0.392  0.365  0.365 
Car  0.665  0.685  0.673 
Cat  0.628  0.649  0.655 
Cow  0.638  0.673  0.679 
Dog  0.486  0.493  0.471 

Horse  0.401  0.394  0.426 
Motorbike  0.568  0.515  0.508 

Person  0.621  0.628  0.628 
Sheep  0.717  0.725  0.711 

 
It  can  be  observed  from  table  1  that  by 
increasing  the  number  of  images  per  class  for 
vocabulary  generation  improved  the  results. 
However, no definitive conclusion can be drawn 
between  the  performance  improvement  and 

number of images used to generate vocabulary. 
It  might  be  because  of  the  quality  of  images 
used for that particular class.  

b) Varying Vocabulary Size: In  this,  the 

vocabulary  size  was  varied  while  keeping  the 

number of  images  constant  at    ‘10’  .The value 

of ‘k’ was varied in K-mean algorithm, which is 

used  to  cluster  features  to  generate  different 

sizes  for  vocabulary.  The  values  of  ‘k’  taken 

were 200, 500 and 1000. Thus we get 200, 500 

and  1000  clusters  or  words  in  the 

vocabulary.The results are shown in table 2. 

 

Table 2. Results for varying the vocabulary 
size 

  200  500  1000 
Bicycle  0.649  0.625  0.775 

Bus  0.498  0.365  0.667 
Car  0.728  0.685  0.745 
Cat  0.495  0.649  0.614 
Cow  0.701  0.673  0.815 
Dog  0.496  0.493  0.549 

Horse  0.452  0.394  0.400 
Motorbike  0.542  0.515  0.573 

Person  0.494  0.628  0.539 
Sheep  0.607  0.725  0.814 

 
A definitive trend can be seen from table 2 that 
by  increasing  the  size  of  the  bag  of  words, 
results  were  greatly  improved  hence  a  better 
result classification can be observed. 

2) Dense SIFT 

Table 3. Results for varying scale in dense 
SIFT  

  1.5  5  10 
Bicycle  0.785  0.812  0.726 

Bus  0.718  0.599  0.645 
Car  0.756  0.736  0.708 
Cat  0.689  0.667  0.661 
Cow  0.841  0.801  0.783 
Dog  0.665  0.524  0.501 

Horse  0.638  0.498  0.473 
Motorbike  0.583  0.595  0.567 

Person  0.617  0.559  0.583 
Sheep  0.695  0.662  0.629 

 
Next,  the  experiment  was  done  with  the  dense 
SIFT by varying the size of frames used to extract 
features  from  the  image.  As  in  Dense  SIFT,  we 
scan  the  whole  image  and  features  are  extracted 
uniformly from each part (Frame or window) of the 
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image,  so  by  changing  the  scale,  we  effectively 
change the number of descriptors for an image. In 
this experiment, the vocabulary size was kept fixed 
at  500  and  number  of  images  used  to  build 
vocabulary had a constant valueof 10. The scale of 
the frame had values of 1.5, 5 and 10. The results 
are shown in table 3. 
Results  came  out  quite  good  for  a  scale  value  of 
1.5.  Generally,  as  we  increase  the  value  of  the 
scale,  most  of  the  classes  don`t  have  the  good 
results  as  compared  to  low  scale  values.  It  is 
observed that Dense SIFT gives better results than 
Sparse SIFT but for some classes trend is opposite. 
DENSE  SIFT  has  particularly  given  better  result 
for the difficult class ‘person’ in which we get high 
value  for  AUC  as  compared  to  optimized  sparse 
SIFT  parameters.  But  for  another  difficult  class, 
‘horse’  results  are  not  good  for  dense  SIFT  and 
sparse SIFT gives better results. So, it is difficult to 
conclude  that  dense  SIFT  is  better  than  sparse 
SIFT, but still dense SIFT has an edge over sparse 
sift as results are quite good for some of the classes 
and average classification value is better for dense 
SIFT. 

3) Classifiers 

Performance  of  different  classifiers  was  also 
tested in order to achieve better results. 

a) Varying Classifier Type: Here,  the 

main  comparison  is  done  between  KNN 

classifier  and  Support  Vector  Machine  SVM 

classifier.10  images  were  used  to  build  a 

standard vocabulary of 500 words. The value of 

the  threshold  is  kept  constant  at  0.  Next, 

different  classifiers  are  selected  from  the 

‘PRtool box’ [2] and their performance is tested 

with the same dataset.  

Table 4. Results for varying classifier types 
  KNN-1  SVM-P1  SVM-R1 

Bicycle  0.412  0.625  0.627 
Bus  0.489  0.365  0.381 
Car  0.312  0.685  0.697 
Cat  0.624  0.649  0.632 
Cow  0.739  0.673  0.675 
Dog  0.592  0.493  0.484 

Horse  0.457  0.394  0.491 
Motorbike  0.513  0.515  0.521 

Person  0.516  0.628  0.623 
Sheep  0.565  0.725  0.729 

The results of the experiment can be seen from 
table  4.It  was  observed  that  SVM  classifier 
clearly  performs  better  as  compared  to  KNN 
classifier. 

b) Combining Different Classifiers: In this, 
we combined different  classifiers  together. The 
classifiers  combined  were  SVM,  KNN  and 
LDC. 

 
Table 5. Results for combining different 

classifiers 
Bicycle  0.322 

Bus  0.522 
Car  0.306 
Cat  0.664 
Cow  0.710 
Dog  0.601 

Horse  0.394 
Motorbike  0.467 

Person  0.532 
Sheep  0.618 

From table 5, it can be observed that combining 
different  classifier`s  does  not  produce  good 
results.  The  performance  of  the  individual 
classifiers  was  better  compared  to  combined 
ones. 

Combining Features 

 In  sparse  SIFT,  we  only  take  strong  features 
and  in  Dense  SIFT,  we  take  features  from  a 
window  scanned  over  the  whole  image.  This 
thing  brought  an  idea  that  the  performance  of 
both these features should be checked together. 
So  for  this  purpose  the  sparse  and  dense  SIFT 
features were combined. 

 

Table 6. Results for combined Sparse and 
Dense SIFT 

Bicycle  0.792 
Bus  0.568 
Car  0.765 
Cat  0.753 
Cow  0.849 
Dog  0.652 

Horse  0.514 
Motorbike  0.634 

Person  0.552 
Sheep  0.714 

From  table  6,  it  can  be  seen  that  the 
performance  is  quite  good  as  compared  to  the 
individual case. The main reason for this can be 
that  by  combining  sparse  and  dense  SIFT; 
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features from all over the image are taken along 
with the strong features. This might have helped 
the classifier to draw better decision boundaries, 
considering  the  image  is  now  represented  in  a 
better way. 

Optimization 

Keeping track of all the experiments done in the 
previous  sections  and  their  optimized 
parameters,  a  final  classifier  is  built.  As  both 
sparse and dense SIFT show competitive results 
and it was difficult to decide about the selection 
of  one,  final  classification  is  done  with  both 
sparse  and  dense  SIFT.  For  sparse  SIFT,  the 
value of the threshold is taken to be ‘0’ and for 
dense SIFT, the value of the scale is taken to be 
‘1.5’ with the spacing step of ‘10’. This time the 
size  of  the  vocabulary  is  taken  as  500. 
Vocabulary  size  of  1000 and 1500 can  also be 
used  for  further  improvement  of  results.  The 
results of  the final classifier are shown in  table 
7. 

Table 7. Results for final classification 

  Sparse 
SIFT 

Dense 
SIFT 

Bicycle  0.792  0.817 
Bus  0.667  0.725 
Car  0.745  0.756 
Cat  0.598  0.649 
Cow  0.815  0.848 
Dog  0.647  0.549 

Horse  0.614  0.503 
Motorbike  0.539  0.642 

Person  0.683  0.540 
Sheep  0.814  0.725 

 
Conclusion 

Object  classification  is  a  difficult  and  complex 
problem.  There  is  no  one  technique  which 
outclasses other techniques in all cases. Further, 
the performances of the classes are not uniform 
for  any  given  technique.  Different  classes 
behave  differently  with  the  changed  set  of 
parameters. So,  it  is difficult  to devise a single 
strategy  which  is  equally  good  for  all  the 
classes. 
In general, it is found that SIFT performs better 
than  other  techniques  where  dense  SIFT  has  a 
slight  edge  over  sparse  SIFT.  The  number  of 
images used to build vocabulary also affects the 
results. The greater the number of images better 

will  be  the  results.  But  after  a  certain  value, 
increase in number of images have a very small 
impact  on  result  improvement  but  adds  a  huge 
computational  cost. The  size  of  the  vocabulary 
is  also  a  very  important  factor  and  results 
improve  a  lot  with  the  increase  in  the 
vocabulary  size.  Bag  of  words  is  a  smart 
technique  and  has  proven  quite  good  in  object 
or  scene  classification  techniques.    Also  it  is 
observed  that  quality  and  quantity  of  the  SIFT 
features  also  effects  the  performance  of  the 
classifier. The SVM  classifier  was  found  to  be 
better  than  KNN  classifier  for  this  case.  The 
quality (in terms of diversity and description for 
a  particular  class)  of  images  used  for  the 
training  and  bag  of  words  is  also  an  important 
factor for classification performance. 
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In  this  paper,  we  consider  the  problem  of  incrementally  computing  low-rank 
approximations  of  matrices.  We  propose  an  incremental  low  rank  approximation 
algorithm  of  a  sequence  of  matrices  instead  of  one  single  matrix.  Based  on  the 
generalized Low Rank Approximation of matrices approach, the proposed method uses 
an  iterative  approach  to  update  the  generated  low  rank  structures.  We  tested  the 
proposed incremental learning method on five face databases to evaluate its efficiency 
in terms of recognition rate and compared its performance with the Incremental Singular 
Value Decomposition method. We also showed that  the overall  reconstruction error  is 
kept bounded during the incremental learning process.  

 

Introduction 

In  recent  years,  increasingly  more  data  items 
come  naturally  as  2�  objects,  such  as  2� 
images.  Currently,  widely  used  methods  for 
dimension  reduction  of  these 2�  data  objects 
are based on the approach of vectorizing them 
on  1�  vector  and  stacking  them  together  in 
one large matrix. For example, each image ��, 
�� ∈ ℝ�×�,  � = 1,… ,�  is  transformed  to  a 
vector  ��  of  length  � = r × c.  The  standard 
SVD is  then applied  to a matrix A containing 
all the vectors, � = (��, … , ��). This approach 
is largely used in image processing and is well 
known  as  Eigenfaces  [1].  Nevertheless,  this 
approach  does  not  preserve  the  2�  of  data 
images.  The  Generalized  Low  rank 
Approximation  of  Matrices  (GLRAM) 
approach,  proposed  by  Ye  [2],  captures 
explicitly  the  2�  nature  and  has  three 
advantages  over  conventional  SVD-based 
approaches:  First,  it  deals  with  much  smaller 
matrices,  typically  � × �  matrices,  instead  of 
� × ��  matrix  in  conventional  approach. 
Second,  the  new  approach  requires 
substantially  smaller  memory  storage  at  the 
same  or  even  better  than  accuracy  of 
reconstruction.  Third,  some  of  the  operations 
on these rectangular objects can be done much 
more efficiently, e.g. object recognition, due to 
the  well  preservation  of  the  2�  structure. 

While  conventional  low  rank  approximation 
approaches  use  a  vectorized  representation  of 
the  2�  image  matrix,  �����  works  with  a 
representation  that  is  closer  to  the 2�  matrix 
representation and attempts to preserve spatial 
locality  of  the  pixels.  The  vectorized 
representation  of  images  may  lead  to  loss  of 
spatial locality information. On the other hand, 
GLRAM is a batch learning method. It means 
that all  training data  that have  to be  available 
to  compute  the  low  rank  components  during 
the training stage. The learning stops once the 
training data have been fully processed.  If we 
want  to  incorporate  additional  training  data 
into  an  existing  projection  matrix,  the  matrix 
has  to  be  retrained  with  all  training  data.  In 
turn,  it  is  hard  to  scale  up  the  developed 
systems and not easy  to adapt a  feature  space 
for  time  varying  and  unseen  data.  To 
overcome  this  limitation,  an  incremental 
approach is a straightforward solution.  
In  this  paper,  we  propose  a  new  incremental 
feature  extraction  method  called  incremental 
GLRAM  (IGLRAM)  with  less  computational 
load  and  smaller  memory  waste  than  the 
GLRAM.  Thus,  the  objective  of  this  paper  is 
to  propose  an  incremental  version  of  the 
GLRAM approach by updating  the projection 
data matrices and thus we avoid computing the 
whole  low  rank  structures  from  scratch 
whenever we have new data. Furthermore, we 
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apply  this  approach  to  incremental  face 
recognition and classification. 
This  paper  is  organized  as  follows.  The  first 
section  gives  an  overview  of  GLRAM.  The 
second  section  introduces  our  incremental 
GLRAM  (IGLRAM).  Finally,  we  present  our 
experimental results. 

Generalized Low Rank Approximation of 
Matrices (GLRAM) 

For  a  general  form  of  matrix  approximation, 
Ye [2] proposed a matrix space model for low 
rank  approximation  of  matrices  called 
GLRAM, which can be  stated as  follows. Let 
�� ∈ ℝ�×�,  for  � = 1,… ,�  be  the  �  data 
points  in  the  training set. We aim  to compute 
two  matrices  � ∈ ℝ�×��  and  � ∈ ℝ�×��  with 
orthonormal  columns  and  �  matrices  �� ∈
ℝ��×��  for  � = 1,… ,�  such  that 
����

�approximates  ��  well  for  all  �. 
Mathematically,  this  can  be  formulated  as  an 
optimization problem:  
 

min
�������
�������

∑ ‖�� − ����
�‖�

��
���   (1) 

 
where � denotes the Frobenius norm. In order 
to  find  an  optimal  solution  for  the  GLRAM, 
Ye  has  proved  that  the  proposed  GLRAM  is 
equivalent  to  the  following  optimization 
problem 
 

max
�,�

 �(�, �) = ∑ ‖����
�‖�

��
��� =

∑ ������
��� [������

���
��]    (2) 

 
where � and � must satisfy ��� = ���, ��� =
���.  Ye  proposed  Algorithm  1  to  solve  this 
optimization  problem  and  defined  the  Root 
Mean  Square  Reconstruction  Error  (RMSRE) 
criteria  to cope with  the convergence  issue of 
Algorithm 1. It is defined as: 
 

����� = �
�

�
∑ ‖�� − �����‖�

��
���    (3) 

 
It  has  been  shown  that  each  iteration  of  the 
GLRAM algorithm will decrease  the RMSRE  
value and that RMSRE is bounded. Hence, the 
GLRAM algorithm converges.  
 
Algorithm 1  Generalized  low  Rank 

Approximation of Matrices (GLRAM)  
INPUT: Matrices ��, �� and ��  
OUTPUT: Matrices �, � and ��  

1) Obtain initial ��for � and set � = 1 
2) WHILE not convergent DO  
3) Form the matrix ��=∑ ��

���������
� ��

 �
���  

4) Compute  the  �2  largest  eigenvectors 

{Φ�
�}���

��  of ��. 

5) Let ��
 
← �Φ�

�,… ,Φ��
� �  

6) Form the matrix ��=∑ ����������
� ��

��
���  

7) Compute  the  �2  largest  eigenvectors 

{Φ�
�}���

�� of ��. 

8) Let ��
 
← �Φ�

�,… ,Φ��
� � 

9) �
 
← � + 1 

10) END WHILE 
11) �

 
← ���� 

12) �
 
← ���� 

13) �� = ����� 

Incremental Generalized Low Rank 
Approximation of Matrices (IGLRAM) 

In  this  section,  we  develop  the  incremental 
version  of  the  generalized  low  rank 
approximation of matrices, called IGLRAM.  
 
We  assume  that  we  have  already  built,  using 
the  GLRAM  method  as  set  of  law-rank 
matrices �, �  and ��,  � = 1,… ,�  of �  input 
images.  Let  ���� ∈ ℝ�×�,  we  propose  an 
iterative  procedure  update  the  transformation 
matrices �and � considering the newly added  
image ����. We aim to compute optimal �� ∈
ℝ�×��  and  ��  ∈ ℝ�×��  with  orthonormal 
columns  which  are  the  updated  �  and  �, 
respectively  and  the  matrix  ����such  that 
����

�  is  a  good  approximation  for  ��,  � =
1, … , � + 1.  This  minimization  problem  can 
be mathematically formulated as:    
 

min
�������
�������

��∈ℝ
��×��,���,…,���

∑ ��� − ������
��

�

����
���   (4) 

 
Similar to GLRAM, �� and �� are considered as 
the  two-sided  linear  transformations  on  the 
data  in  matrix  form,  with  ��  and  ��  as  the 
transformations  on  the  left  and  right  sides, 
respectively.  The  novelty  of  our  incremental 
approach  is  the  use  of  double-sided 
transformations  instead  of  one  single 
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transformation  in  the  case  of  traditional  low-
rank  approximations  [3].  The  incremental 
process begins by updating the mean:   
 

�̅� = (��̅ + ����)/(� + 1)    (5) 
 
Then, we center the new input data: 
 

���� = ���� − �̅�  (6) 
 
The  iteration  procedure  is  used  to  compute �� 
and  ��,  the  updated  versions  of  �  and  �, 
respectively. We update the set of eigenvectors 
� and � by adding a new matrix and applying 
a rotational transformation. In order to do this, 
we first compute the residual matrix 
 

ℎ� = ���� − ������ �� 
�  (7) 

 

And  normalize  it  in  order  to  obtain  ℎ�� =
��

‖��‖�
 for  ‖ℎ�‖� > 0  and    ‖ℎ�‖� = 0 

otherwise.  The  new  matrix  of  the  right 
transformation ��  ∈ ℝ�×�� is computed by 
 

�� = [��   ��] ��  (8) 
 
Where  ��is  obtained  by  the  orthogonal 

triangular  decomposition  [��, ��] = ���ℎ���. 
��is a rotation matrix and it is the solution of 
the eigenproblem of the following form: 
 

���� = ��Λ�
�    (9) 

 
We decompose ��as:  
 

�� = �
Λ� �����

� ����
�

(�����
� �����

� )� �
�  (10) 

 
Where Λ�are the computed eigenvalues of the 
�� matrix (line 3 in Algorithm 1). We proceed 
in  a  similar  way  to  update  the  left 
transformation  �� ∈ ℝ�×��.  Then,  the  updating 
process  is  repeated  until  we  achieve 
convergence.  Once  we  get  optimal  ��  and  �� 
transformation  matrices,  we  compute  the 
reducedmatrix   ���� = ��������� .  The 
pseudo-code  to  update �  and �  following  the 
above  iterative  procedure  is  given  in 
Algorithm 2. 
 
 

Algorithm 2  Incremental  Generalized  low 
Rank Approximation of Matrices (IGLRAM)  
INPUT:  ���� ∈ ℝ�×�,  � ∈ ℝ�×��, � ∈ ℝ�×��, 
Λ�, Λ�, ��, �� and �̅.  
OUTPUT: �� ∈ ℝ�×��, ���� ∈ ℝ��×�� and �̅� 

1) �̅� = (��̅ + ����)/(� + 1) 
2) Center new data ���� = ���� − �̅� 
3) ���

 
← �, ���

 
← � and set � = 0 

4) WHILE not convergent DO  
5) ℎ� = ���� − ��������������

�  

6) ℎ�� =
��

‖��‖�
 

7) Obtain the QR decomposition [��, ��] =

��(ℎ��) 
8) Compute  rotation  matrix  ��as  the 

eigenvectors of the ��: 

�� = �
Λ� �����

� ����
�

(�����
� �����

� )� �
� 

9) ���
 
← [�����  ��] �� 

10) ℎ� = ���� − ����������
� ���� 

11) ℎ�� =
��

‖��‖�
 

12) Obtain  the QR decomposition [��, ��] =

��(ℎ��) 
13) Compute  rotation  matrix  �� as  the 

eigenvectors of the ��: 

�� = �
Λ� �����

� ����
 

(�����
� ����

 )� �
� 

14) ���
 
← [�����  ��] �� 

15) �
 
← � + 1 

16) END WHILE 
17) �� 

 
← ����� 

18)  ��
 
← ����� 

19) Compute ���� = ���������  

Experiments 

To test the behavior of the GLRAM algorithm for 
visual  learning and recognition, we carried out a 
set  of  experiments.  We  used  five  different 
databases: YALE [4], AR [5], FERET [6], ORL 
[7] and PIE [8] databases. Table 1. Provides brief 
information about this database. 
 

Table 1. Used Face databases  
%  Size  Subjects  # images 
AR  64 64  171  105 
ORL  112 92  40  476 
PIE  251 251  68  200 
YALE  151 151  15  60 
FERET  80 80  48  192 

All  grayscale  images  are  normalized.  We  use 
the canonical size of the images rather than the 
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original one based on  the eye corner  location. 
We  use  the  Viola  Jones  face  detector 
algorithm [9] to capture canonical faces.   
   
Reconstruction Error. We  tested  the  set  of 
images  from  the  AR  database,  to  test  the 
quality  of  low  rank  representation  when 
reconstructed incrementally using our method. 
During the process of the incremental learning, 
we  monitored  the  quality  of  the  momentary 
representation  of  a  subset  of  training  images. 
At  each  step,  we  compute  the  RMSRE  value 
between  the  original  image  and  its 
reconstruction. 

 
Fig. 1. Reconstruction Error for a subset of images 

during the incremental learning. 
 
Fig.  1  shows  that  for  all  images  the 
reconstruction error is bounded. This indicates 
that  the  incremental  representation  does  not 
deteriorate  dramatically  during  the  learning 
process. 
 
Recognition performance. To  show  the 
efficiency  of  our  incremental  approach  on  large 
datasets,  we  compare  the  IGLRAM  method  to 
batch  GLRAM  and  to  the  popular  Incremental 
Singular Value Decomposition ISVD [4] in terms 
of  recognition  rate.  For  each  database,  we  use 
2 4⁄   of  images  for  batch  learning  using  the 
GLRAM method, 1 4⁄  of images for incremental 
learning  using  the  proposed  IGLRAM  method 
and the remaining 1 4⁄   of images are used for the 
recognition  test.  Table  2  shows  that  the 
recognition  performance  of  our  incremental 
method  outperforms  that  of  ISVD  with  the 
different  used  databases.  This  supports  the 
importance  of  preserving  the  2D  structure  of 
image  data  during  the  learning  process.  On  the 
other hand,  

the proposed method gives less better results than 
GLRAM.  This  is  due  to  the  fact  that  our 
algorithm  do  not  update  the  reduced 
representations  ��of  the  previously  learned 
images in each new incremental learning.   
 

Table 2. Recognition performance  
%  ISVD  GLRAM  IGLRAM 
AR  50.70  80.35  67.36 
ORL  52.70  76.70  60.70 
PIE  54.30  85.30  64.90 
YALE  61.20  84.20  63.35 
FERET  63.80  88.80  69.20 

Conclusion 

In this paper, a new incremental algorithm for low 
rank approximation of a  sequence of matrices  is 
presented.  Experiments  show  that  the  proposed 
algorithm  better  performance  than  traditional 
ISVD  in  terms  of  recognition  rate  and 
reconstruction  error.  We  also  showed  the 
convergence of the algorithm due to the stability 
of the RMSRE criteria.  
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A  method  for  image  contour  description  proposed,  which  is  based  on  contour 
approximation  with  multiresponse  piecewise-linear  segment  models  and  further 
dominant  point  detection.  Method  provides  combined  usage  of  geometrical  and  color 
information to detect dominant points. Received descriptor could be applied in various 
tasks related with pattern recognition, image analysis and particularly for reassembling 
images from fragments of arbitrary shape.          

 

Introduction 

In applications related with pattern recognition 
and  reconstruction  images  from fragments  [1] 
one  of  the  most  informative  feature  of 
analyzed  object  is  its  border  shape  and  color 
allocation  along  the  border,  presented  by 
contour line with dominant (corner) points.  In 
case of shape dominant points have high local 
curvature value, and in case of color they have 
noticeable change of color or/and brightness in 
the neighborhood. 
Numerous  methods  for  dominant  point 
detection are known. The most widespread  of 
them (for example IPAN99 [2]) detect corners 
by  inscribing  a  triangle  with  defined 
parameters  to  the  current  curve  segment  and 
then  use  technique  of  non-maximum 
suppression  to  detect  points  with  locally 
maximum  curvature.  Those  methods  are 
mostly  empiric  and  require  setting  several 
independent  parameters  which  should  be 
chosen depending on image resolution, corner 
strength  and  other  features  of  contour  shape. 
Statistical characteristics of approximation and 
vector  nature  of  contour  line  not  considered. 
They  are  suitable  only  for  geometric  contour, 
so  it  is  necessary  to  implement  additional 
methods to identificate color dominant points. 
Due  to  this  a  statistic  method  for  contour 
description  was  developed,  that  uses  unified 
model  for  geometric  and  color  contour.  It 
allows  getting  more  reliable  and  factual 

description,  provides  universality  in  compare 
with existing methods. 

Contour model 

Let  initial  information  about  object  contour 
presented  by  matrix,  each  row  of  which  (a 
single  point)  includes  four  variables:  x  – 
horizontal pixel coordinate, y1 – vertical pixel 
coordinate, y2 – color coordinate a  in  the Lab 
color space,  y3 – color coordinate b . 
Contour is approximated with piecewise-linear 
function,  each  single  section  of  which  begins 
and  ends  in  the  dominant  points.  Linear 
function  chosen  because  we  need  distinctly 
locate  noticeable  corners  which  have  been 
smoothed  if  used  higher  degree  polynomials. 
Multiresponse linearly parameterized model of 
linear  section  of  image  contour  can  be 
presented by vector function   

  iiijiij x EBPY  T   (1) 

where    i –  section  index,  inj ,1   –  point 

index in the i-th section,  in  – number of points 

in the i-th section,  


u

i
inN

1

 – total number of 

points  in  the  image  fragment  contour, 

        ijijijiji xxxx 321
T f,f,fP   –  function 

that  describes  dependency  of  response 

variables  from  independent  variable  ijx   (in 

this  case  ijx   –  abscissa  value  of  geometric 

variable  in  the    j-th  point  of    i-th  section), 
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 T321 ,, ijijijij yyyY   –  vector  of  response 

values (in this case ordinate  ijy  and two color 

variables),   T
21 ,,, liiii bbb B   – 

coefficients  vector  for  model  of  i-th  section,  

 T21 ,,, kiiii eee E  – vector of residuals for 

the i-th section with covariance matrix  iEV . 

Matrix   XP   for 3-response model of the  i-th 

section takes the form 

 


















ij

ij

ij

iji

x

x

x

x

10000

00100

00001
TP   (2) 

With  normally  distributed  observation  errors 
according  to  maximum  likelihood  method, 
estimated  coefficients  for  i-th  section  of 
contour can be calculated as [3]: 

 


-in

j
ijiijii x

1

1ˆ YVPVB EB ,  (3) 

where  iEV – covariance matrix of observation 

errors  for    i-th  section, and  iBV  – covariance 

matrix  of  estimated  coefficients  for  i-th 
section, which is 

   
1

1

T1
-



-










in

j
ijiiji xx PVPV EB .  (4) 

To  estimate  covariance  matrix  of  the 
observation errors we need preliminary choose 
contour  section  with  homogeneous  color  and 
linear  form  of  geometric  contour.  Estimation 
of covariance matrix of observation errors  EV  

is calculated as residuals covariance matrix for 
this homogeneous section: 


-


in

j
ijijii

lnk

k

1

ˆ T
RE RRVV ,  (5) 

where n – number of points in selected section, 

  iijiijij x BPYR T- –  residual  vector  for 

homogeneous segment model.  

Contour description algorithm 

1. Set  initial  number  of  section  points  for 
initial calculation of estimated coefficients 
of  the  model  (1)  with  formula  (3)  and 
covariance  matrix  with  formula  (4), 

mknn ii /min  ,  where  m  –  number  of 

independent  variables  (in  this  case  m=1) 
[3].  For  a  model  of  type  (2)  minimum 

allowable  number  of  points  are  3.  Set 
number  of  test  points  pn ,  which  will  be 

used to  test hypothesis of  their attachment 
to the current section model. 

2. Set start point of the image contour, i=0. 
3. Set  initial  number of points  minin   for  the 

next i=(i+1)-th section.  
4. Build the linear model for the  i-th section: 

calculation  of  estimated  coefficients 
according  to  the  formula  (3),  covariance 
matrix  of  estimated  values  (4),  likelihood 
function  logarithm  (6)  and  it’s  variance 
(7). 

5. For  specified  number  of  test  points  pn  

perform  hypothesis  test  about  that  this 
points  (not  included  in  the  estimated 
coefficients  calculation),  belongs  to  the 
current section model calculated at the step 
4. 

6. If  hypothesis  is  rejected,  then  admit  point 

in   as dominant point  and  start calculation 

of  the  next  section  (step  3).  If  hypothesis 
confirmed, increase total current number of 
section  points  1 ii nn   and  update 

(recalculate) current section model with all 
points (step 4).  

7. Repeat next point check procedure (step 5) 
until  dominant  point  is  found.  This  point 
considered  as  a  first  point  of  the  next 
section. 

8. Calculation  process  with  steps  2-5 
continues  for  next  sections  until  the  last 
point of the contour achieved. 

Dominant point detection 

Dominant  point  detection  accomplished  by 
testing hypothesis about attachment of the next 
test  point  of  the  contour  to  the  model  of 
current section. For the current section average 
logarithm  of  likelihood  function  (log-
likelihood)  cl  calculated as [5] 

      --
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For  the  next  test  point,  considering  that  it 
belongs to  the current  i-th section model,  log-
likelihood function value calculated as: 

     ii xxl BPYVBPY E
ˆˆˆ

p
T

p
1T

p
T

pp -- - ,(8) 

where  pY  – response vector of test point,  px  – 

independent  variable  value  for  the  test  point, 

iB̂   –  vector  of  estimated  coefficients  of  the 

current section model. 
Test point belongs to the current section model 
if this inequality is true: 

cc sull -- 1p ,  (9) 

where  -1u  - normal distribution quantile with 

significance  level  of   .  To  perform  robust 
dominant point detection inequality (9) should 
be tested for  pn  consecutive points.  

Figure 1 shows, how developed method works 
in case of geometric contour. A part of contour 
approximated  with  two  linear  sections.    Point 
with  11,  ii yx   coordinates  is  the  dominant 

point and the boundary of the 2 linear sections 
of  approximation  )(xiY   and  )(1 xiY .  As  can 

be seen,  1iy  - original value of  y  coordinate 

of the contour point,  1

iy  - value estimated by 

the model,  pn  – number of test points used for 

checking criterion (9). Difference  11 
- ii yy  in 

practical  applications  is  insignificant,  so 
original contour point could be considered as a 
dominant  point.  Color  contour  function 
approximated in a similar way.   
 

 
Fig.1. Linear sections and dominant point. 

Implementation and experimental results 

Proposed  method  was  implemented  in  the 
program system and tested on several types of 
original  images.  Figure  2  shows  an  image  of 

the  military  jet  plane.  Detected  dominant 
points of the geometrical contour give visually 
sufficient  accuracy  and  adequacy  in  shape 
approximation.  If  necessary,  the  additional 
filtering  could  be  done  to  get  more  coarse 
representation and delete  less valuable points. 
Figure  3  presents  the  fragment  image  of  the 
ceramic painted object with marked dominant 
points  of  geometrical  and  color  contour.  For 
clarity they are shown at two separate pictures. 
 

Fig.2. Object shape representation with dominant 
points. 

 

Due  to  minimizing  edge  inaccuracies,  color 
contour  was  extracted  with  offset  from 
geometrical  contour  towards  the  fragment 
center.  Geometrical  contour  was  extracted  by 
usual  edge  detection  methods.  Parameter 
values have been chosen so that  pi nn 2min  . 

 
a) 

 
b) 

Fig.3. Ceramic fragment image with detected dominant 
points for: a) geometric contour; b) color contour. 
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As it’s seen, object shape presented accurately, 
remarkable color  transitions along the contour 
were  also  identified.  This  allows  applying 
received  descriptors  for  searching  matching 
contour  parts  and  locating  junctions  in  a 
problem  of  reassembling  images  from 
fragments.   
Experimental  results  demonstrated  working 
ability  and  efficiency  of  the  method.  For 
achieving  best  results  it’s  required  to  choose 
optimal  parameter  values    and   

according  to  the  type  of  fragments  and 
characteristics of the specific task. Method can 
be  applied  separately  to  the  geometric  and 
color contour or simultaneously for the both. 
Using  x   coordinate  as  independent  variable 
imposes  a  limit  for  vertical  lines 
approximation,  so  it’s  appropriate  to  use  path 
length  along  the  curve  u   as  independent 
variable,  considering  x   and  y   as  dependent 

variables  and  parameterized  as  )(ux ,  )(uy . 

Total number of response variables could also 
be  varied  according  to  specific  task,  for 
example,  including  an  L   value  of  the  Lab

color model and other alterations.  

Conclusion 

Proposed  approach  for  contour  description 
allows  taking  into  consideration  statistical 
characteristics of  the  image fragment contour. 
Multiresponse  model  gets  possible  to  use 
additional  (color)  variables  for  contour 
approximation  and  apply  the  same  model  for 
geometrical  and  color  contour.  This  increases 
method  versatility  and  expand  scope  of 
possible applications in compare with existing 
methods.  Developed  algorithm  and  its 
modifications could be applied for description 
of  contours  and  arbitrary  curves  in  different 
applications  related  with  pattern  recognition, 
reassembling images from fragments and other 
practical tasks. 
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This  paper  presents  the  color-shape  units  model  for  correction  of  non-isoplanatic 
deviation in the scene illumination. We propose an identification of the color correction 
function  on  the  set  of  color  shape  units  with  the  Hausdorff  metric.  Also  a  necessary 
condition which allows  to obtain an adequate  form of  the  color correction  function  is 
presented. The  experiments  performed on  real  images confirm  the high quality of  the 
proposed color correction technique. 

 

Correction of the illuminant deviations in 
color image 

This  paper  mainly  considers  a  three  channel 
image.  The  retina  or  a  trichromatic  (or 
sometimes  more  than  trichromatic)  sensor 
generally collects three or more measurements 
depending  on  the  spectral  reflectance  of  the 
observed scene surfaces as well as the spectral 
irradiance that is incident upon it. 
Definition 1. 
We  define  the  three-vector  of  measurements 
obtained in each pixel as: 

1

3

( )

( ) ... ( , ) ( , ) ( )

( )

p

R I d

p

   

 
 

  
 
 


x

p x x x F

x

(1) 

where R and S are  2 [0,1]R   functions of 

wavelength   , and the first one is the spectral 
reflectance  of  the  scene  surfaces  and  the 
second  is  the  spectral  irradiance  that  is 
incident  at  each  scene  point. 

{1} { }( ) [ ( ),..., ( )]K TF F  F   is  the  spectral 

transmittance distribution of color sensors. The 
color  space,  which  contains  points  p(x)  is 
normalized using  2L  norm or using unicontrast 

norm CIE Lab [1]. For the color correction as 
well  as  for  color  segmentation  we  can  use  a 
five  dimensional  space     which  merges  the 
color and spatial spaces [2]:  

  2, ( ) KZ R  x p x   (2) 

Metric of this space is defined as: 

, ( ) ( ) x p x x p x   (3) 

Most  of  the  existent  color  correction 
techniques,  such  as  “grey  world”  or  retinex 
approaches  [3],  are  based  on  the  assumption 
that the incident irradiance is isoplanatic. Thus 
these  techniques  transform  the  image color  to 
the value which corresponds  to a certain ideal 
irradiance or illuminant –  ( )II  : 

( ) ( )

( , ) ( ) ( )

I

IR I d   

 



p x p x

x F  

(4) 

This  approach  is  not  accurate  enough  for 
several  tasks of high  fidelity  color  correction. 
This  type  of  problems  of  color  correction  is 
considered  in  this  paper.  The  problem  is  to 
correct  non-isoplanatic  deviation  in 
illumination  and  to  restore  an  image  with  the 
given illumination  0 ( )I  : 

0 0

( ) ( , ) ( , ) ( , )

( ) ( , ) ( ) ( )
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(5) 

The problems (4) and (5) are ill-posed, and the 
only  way  to  solve  them  is  to  use  a priori 
knowledge of some kind. Thus color invariant 
methods  use  “grey  world”  or  “grey  edges” 
assumptions  [4].  We  propose  to  use  the  prior 
knowledge  of  the  colors  of  small  closed 
patches  of  the  image,  as  a  color  correction 
specialist does. 
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In a number of papers [5], it is shown that the 
dichromatic  model  provides  the  necessary 
accuracy  for  color  correction.  The  modified 
dichromatic  model  includes  a  diffuse 
reflection  ( , )BL  x ,  a  specular  reflection 

( , )SL  x ,  and  an  ambient  light  ( )AL    as 

separate terms: 
( , ) ( , ) ( , ) ( )B S AL L L L     x x x   (6) 

Known  illumination  distortions  are  described 
by  a  specular  reflectance  term  ( , )SL x   and 

shadowing multiplier  ( )H x . Using (1) and (6) 

it  can  be  shown  that  pixel  of  the  image  is 
defined as: 
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(7) 

As follows from the models of specularity and 
shadowing  [5],  ( , )SL x   and  ( )H x   in  (7)  are 

smooth  functions  of  x.  Hence,  there  exist 
closed  curves     such  that  the  values  of  the 

following functions are constant: 
 

( ) , ( , ) ( )s sH H I I      x x x   (8) 

For such curve , (7) gets the following form: 
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(9) 

in the this expression only spectral reflectance 
( , )R  x  depends on x. 

Let  there  exist  such  patches  1 1u   and 

2 2u , that: 

1 2

1 1 2 2

( , ) ( , ) ( ),

,

R R R   

   

x x

x u x u
 

(10) 

Taking  (10)  into  account,  the  color  inside  the 
patch u depends only on this patch. Hence for 
two patches on different curves  1  and  2  it is 

possible  to  define  a  color correction function 
F(), which corrects illumination distortions on 
these curves:  

2 2 1 1
( ) ( ( ), )F   p u p u a   (11) 

where a is a parameter vector. 
Let us specify the set of patches, for which the 
color correction function is defined (11), using 
the color-shape units model. 

Color correction based  
on the color shape units model 

Def. 2. The color shape unit. 
A color shape unit consists of two units, which 
are shape and color: 
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(12) 

Shape unit is a point set on a plane  2S R x
 

which forms a closed region. 
Color unit  is  a  point  set  С  in  color  space, 
where each point corresponds to the shape unit 
S.  
Color shape unit (CSU)  is  defined  as 
implicative map of the shape unit’s points into 
the color space: 

: ( )u S C  x p x   (13) 

Pixel of the CSU can be represented as a point 
in  five  dimensional  space     with  the 
following metric: 

   , ( ) , , ( ) , ( ), ( )
T T

 x p x y p y x y p x p y   (14) 

Metric  (14)  defines  the  distance  between 
points of two CSU. Using this distance we can 
define the Hausdorff metric for CSU itself: 
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There  are  two  special  cases  of  the  Hausdorff 

metric:  ,
c
 is for color units and  ,

s
 for 

shape units: 
max min ( ), ( ) ,

, max
max min ( ), ( )
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, max max min , , max min ,
j ii j

i j s   

   
 y u x ux u y u

u u x y x y   (17) 

Using (16) and (17), the metric  ,
H

 (15) 

could be expressed by: 

, , ,i j i j i jH c s
 u u u u u u   (18) 

Using  (9),  (10)  and CSU definition,  the  color 
correction problem is formalized as: 

2 1
arg min ( ), ( ( ), )i iF a p u p u a   (19) 

1 21 2
{ } , { }

i i

 
  u u   (20) 

Metric in (19) is the Hausdorff metric (15).  
The  color  correction  function  (19)  transforms 
the  set  { }iU u   of  CSU  from  the  distorted 
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part of  the  image  to  another  set  0 0{ }iU u  of 

CSU which are distortion free. Let us assume 
that this set is known a priori, details could be 
found in [6]. 
We define a value of color correction function 
for whole CSU as: 

 ( , ) ( , ( ), ) ,i i iF F p u a x x a x u   (21) 

Observe that the color correction function does 
not  change  the  spatial  position  of  CSU,  and 
metric (15) takes the following form: 
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(22) 

Finally,  the  task  of  the  color  correction 
function  identification  takes  the  following 
form: 

0

0

{ },{ }

arg min ( , ),
i i

i iF
u u

a u a u   (23) 

where { }iu  is a set of distorted CSU, and  0{ }iu  

is a set of distortion free CSU. 
The  color  correction  curves,  which  are 
generally  used by  color  correction  specialists, 
are monotone functions [7]. For different color 
gradations in the original image corresponds to 
different  gradations  in  corrected  image. 
Mathematically,  it  is  equal  to  the  following 
rule: 

1 2 1 2

1 2
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p x p x F p x F p x

F p x F p x

  


  (24) 

According  to  (9),  the  pixel’s  color  in  a  CSU 
depends on  ( , )I  x  and  ( , )R  x . For each set of 

CSU  ( , )I  x   is  constant,  accordingly  to  (10). 

Hence,  for  each  CSU,  color  depends  only  on 
( , )R  x . Therefore,  to construct a correct  set of 

CSU  for  solving  (23),  we  need  to  construct 
matching between two sets of CSU. For this, it is 
necessary  to  choose  pairs  of  CSU  with  close 
values of  ( , )R  x . 

A pair of two matched CSU (i,j) we define as: 

( , ) : ( , ), ( , ) ,
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(25) 

It is possible to prove the following necessary 
condition of CSU matching for necessary form 
of color correction curve.  
Theorem 1. The necessary condition for 
CSU matching 
Necessary condition for (25) is the following 

1 1 1 1( ) ( ) : ( ( )) ( ( ))j k j kp p F p F p  x x x x   (26) 

Correction function identification  
using CSU matching condition 

In  general  case  optimization  with  the  use  of 
the  Hausdorff  metric  is  difficult,  non-convex 
and  computationally  complicated  problem. 
This  problem  can  be  solved  using  an 
evolutionary  optimization  approach.  For 
correction  problem  it  can  be  solved  for  each 
color  coordinate  independently.  Using  (24) 
general task (23) takes the following form: 
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taking into account the condition (26), (27) is 
equal to the following minimization problem: 
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(28) 

So,  we  need  only  two  points  min(p(u)), 
max(p(u))  to  describe  each  CSU.  Matching 
(25) is performed as follows: 
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Finally,  identification  problem  of  color 
correction function using condition of theorem 
1 takes the following form: 

0 1

2
1 0
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arg min(( ( , ) ) )
p p P
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 -a a   (30) 

'
1( , ) 0F p a    

The  second  condition  written  for  monotonically 
non-decreasing  correction  function,  for  non-
increasing function the sign in inequality must be 
inverted. 
For  three-order  polynomial  fitting  of  function  F 
expression (30) takes the form: 

0 1

3 2 2
3 1 2 1 1 1 0 0

{ , }

arg min( )
p p P

a p a p a p a p


    -a   (31) 

2
3 1 2 1 13 2 0a p a p a     (32) 

This  is  the  convex  minimization  problem 
described  by  Kuhn  —  Tucker  theorem 
conditions,  and  it  can be  solved as non-negative 
LSM problem. 



279 

 

Outcome of the experiment 

As an example of the color correction based on 
identification (31) –  (32) we consider shadow 
removing from real image, shown in fig. 1. 
 

 
Fig. 1. Figure caption. 

 
Correction  function  identified  by  this  CSU 
matching  provides  the  color  correction  which 
is shown in Fig 3. The correction result  is not 
accurate enough. 
 

 
Fig. 2. Figure caption. 

 
Correction  function  identified  by  this  CSU 
matching  provides  the  color  correction  which 
is shown in Fig 3. The correction result  is not 
accurate enough. 
 

 
Fig. 3. Figure caption. 

 
Using  expressions  (31)-(32)  as  a  model  for 
RANSAC  optimization  and  the  by  ordinate 
matching as initial set we achieve the reduced 
set  of  matched  CSU.  The  resulting  set  is 
shown in Fig. 4.  
 

 
Fig. 4. Figure caption. 

 
Correction result for this set of CSU matching 
is shown in fig 5. The quality is higher than in 
fig. 3. 
 

 
Fig. 5. Figure caption. 

Conclusion 

In  this  paper  a  new  basic  approach  to  the 
distortion correction in color  images based on 
the  color  shape  units  model  is  presented. 
Theoretical  grounds  and  numerical  methods 
are  analyzed.  The  correction  results  on  real 
images are shown. 
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TWO-DIMENSIONAL FAST FOURIER TRANSFORM ALGORITHM 
MODIFICATION BY ANALOGUE OF COOLEY-TUKEY FOR 

RECTANGULAR SIGNAL 

M. Noskov1,2, V. Tutatchikov1,3 
Noskov M., Tutatchikov V. Two-dimensional fast fourier transform algorithm modification by analogue of cooley-tukey for rectangular signal 

1Institute of Space and Information Technology Siberian Federal University, 26 Kirenskogo 
Street, Krasnoyarsk, 660074, Russia, 2mvnoskov@yandex.ru, 3vtutatchikov@mail.ru 

In  the  article  the  algorithm  of  two-dimensional  fast  Fourier  transform  for  rectangular 
signal, which is the two-dimensional analogue of the Cooley-Tukey algorithm, is given. 
The results of numerical experiments are presented. 

 

Introduction 

The  discrete  Fourier  transform  (DFT)  has 
several  important  applications  owing  to  the 
existence  of  effective  algorithms  of  the  DFT 
calculation. For example, the DFT can be used 
for  spectral  analysis  of  many-dimensional 
signals (space imaging, image processing). 
In the paper algorithms of the DFT calculation 
are  examined.  The  algorithms  presented  are 
distinctive  because  of  their  computational 
complexity:  the  two-dimensional  DFT 
calculation  by  a  method  of  partitioning  into 
rows  and  columns,  which  are  calculated  by 
means  of  the  one-dimensional  fast  Fourier 
transform (FFT), and the two-dimensional FFT 
by analogue of the Cooley-Tukey algorithm. 

The algorithm description 

Let us have a look at the signal  f , which is a 

two-dimensional periodic signal with a period 

of  s2  by  the  first coordinate and  s2  by  the 
second  coordinate.  The  counts  are  given  as 

tkf , , where  sk 2:0 ,   st 2:0 . 

The  discrete  Fourier  transform  for  the  signal 
f  is given in the formula: 
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The  two-dimensional  DFT  can  be  calculated 
by  means  of  one-dimensional  DFT 
combinations. For this reason  F   is calculated 
as follows [1]: 
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  (2) 

The  sum  in  the  square  brackets  is  the  one-
dimensional  DFT  calculation,  for  example,  in 
rows,  the  outer  sum,  therefore,  is  the  one-
dimensional  DFT  calculation  in  columns.  Let 
us  transform  the  formula  by  partitioning  the 
second  coordinate  into  even  and  odd 
components [2]: 
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where 
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1
2, 1tkf   -  two-dimensional  even  and  1

12, 1-tkf   - 

two-dimensional  odd  subsignals  of  the 
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12:2 -ss   dimension.  Sequentially  applying 
the  procedure  (3)  of  partitioning  the  second 
coordinate  into  even  and  odd  components  for 
subsignals  (4),  ),  we  will  find  the  one-

dimensional FFT of the length  2  signal over 

the  final  subsignals  (5)  of  the  ss 2:2   
dimension. For these the two-dimensional FFT 
algorithm  by  analogue  of  the  Cooley-Tukey 
algorithm has already been described [3]: 
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(5) 

Let us calculate the total amount of operations. 

The  procedure  (3)  takes   12 -   operations  of 

complex  multiplications  and   12    complex 
addition.  The  two-dimensional  FFT  by 
analogue of  the Cooley-Tukey algorithm over 

the  final  signal  (5)  of  the  ss 2:2   dimension 

requires  sss- 223   operations  of  complex 

multiplications  and  ss 122    operations  of 
complex addition. As a result, the total number 
of operations needed for processing the initial 

signal  tkf ,   where  sk 2:0 ,   st 2:0   is: 

)(23 32   - ss   operations  of  complex 

multiplications  and  )(2 12   ss   operations 

of  complex  addition.  If  we  calculate  the  FFT 
of  the  initial  signal  tkf ,   by  partitioning  into 

rows  and  columns,  the  number  of  operations 

required  will  be:  )2(2 12  - ss   of  complex 

multiplications  and  )2(2 32  - ss   operations 

of complex addition.  

The obtained results 

For  the  algorithm  testing  the  program  in  the 
programming language C++ with using of the 
MPI library has been written. The testing was 
conducted  on  PC  with  following 
characteristics: 

 Processor:  Intel  Core  2  Duo  CPU 
T8100 2.1 GHz; 

 RAM: 2 GB; 
 Operating  system:  Windows  XP 

Service Pack 3. 

The  presented  algorithms  working  time  is 
given  in  table 1. The  initial  signal example  is 
given in picture 1. 

Table 1 – The two-dimensional FFT 
working time for a rectangular signal, sec 

Height  Width  FFT RC  FFT KT 
1024  2048  1.105  0.666 
1024  4096  2.414  1.413 
1024  8192  6.057  3.848 
 

 
Fig 1 – Initial signal example 

Conclusion 

The  modified  algorithm  of  the  two-
dimensional  FFT  by  analogue  of  the  Cooley-
Tukey  algorithm  requires  fewer  complex 
operations  of  addition  and  multiplication  and 
is  faster  than  its  analogue  of  the  two-
dimensional  FFT  calculation  by  rows  and 
columns. 
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CONTOUR ANALYSIS AND IMAGE SUPERIMPOSITION TASK 
IN COMPUTER VISION SYSTEMS 
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The contour analysis application possibility for image superimposition task solution in 
multispectral computer vision systems is investigated. This issue is considered for both 
images from sensors and images synthesized on the basis of the digital terrain map. To 
solve  the  designated  main  task  and  a  number  of  the  auxiliary  tasks  the  original 
algorithms  are  suggested.  The  initial  real  images  processing  and  their  subsequent 
superimposition examples are represented.  

 

Introduction and problem definition 

The intensive scale increase of the freight and 
passenger  carriage  by  air  makes  extremely 
important  the  flight  accident  prevention 
problem.  This  problem  solution  is  especially 
urgent for airport areas where an air picture is 
the most complex. The computer technologies 
state-of-the-art,  mathematical  image 
processing methods elaboration degree for  the 
images from multispectral sensors in computer 
vision  systems  make  possible  to  solve 
multidisciplinary  aircraft  navigation  tasks  in 
the real-time mode [1, 2]. One of the key tasks 
consists  in  the  aircraft  precise  space 
coordinates  determination.  This  task  is  more 
urgent in the aircraft landing stage. It is known 
that  existing  technologies  give  aircraft 
coordinates  with  errors.  These  errors  can  be 
estimated  and  therefore  aircraft  coordinates 
can be corrected using  the superimposition of 
the  observed  image  and  the  corresponding 
image  fragment  synthesized  from  the  digital 
map. 
The  known  image  superimposition  methods 
pertain  to  correlation  algorithms  group  [3]. 
Sufficiently high reliability of these methods is 
attained  at  the  price  of  time-consuming 
operations.  This  problem  practically  excludes 
the  possibility  of  the  correlation  algorithms 
application  in  real  aircraft  on-board  systems. 

In  the  issue  the new superimposition methods 
search  task  for  the  images  of  various  natures 
appears.  These  methods  have  to  provide 
considered task solution in real-time. 
One  of  the  possible  solution  methods  search 
directions  for  assigned  task  comes  to  finding 
in  the  image  pair  some  similar  objects  set, 
their  parameters  calculating,  one  image  to 
another  image plane geometric  transformation 
construction  on  this  basis.  The  known  search 
methods  of  such  objects  on  the  basis  of  the 
whole  image  analysis  also  require  time-
consuming  operations  and  at  the  same  time 
can’t provide high reliability. 
It is suggested to construct objects comparison 
methods  on  the  basis  of  their  contours 
analysis [4]. The main objects contours remain 
invariable  except  for  existing  geometric 
deformation.  Therefore  contour  analysis 
methods  investigation with  regard  to contours 
comparison  and  superimposition  in  the  aerial 
photographs  is  of  a  certain  interest.  Besides 
such  approach  to  the  image  superimposition 
gives  the  real-time  algorithms  development 
possibility  so  long  as  vector  contours 
processing  algorithms  have  lower 
computational  complexity  than  raster  image 
processing algorithms. 
The  main  image  pair  superimposition  task 
solution stages on the basis of contour analysis 
are: 
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– initial image processing and edge detection; 
– closed  contours  obtaining  and  not  enough 
informative lines removing; 
– closed contours vector description; 
– initial  superimposition  by  transformation  in 
complex plane; 
– corresponding  points  detection  on  the 
compared contour pair; 
– image superimposition. 
Algorithms  approbation  is  carried  out  with 
visible  image  pair.  Each  image  of  a  pair 
contains  the  same  islands  but  there  is  time 
delay between images registrations. 

 

Tasks solution algorithms 

It  is  suggested  to  perform  image  smoothing 
and edge detection using the algorithms which 
real  images  processing  examples  are 
represented  in [5].  The  second  task  solution, 
viz. closed contours obtaining and not enough 
informative  lines  removing,  is  attained  by 
standard morphological processing procedures. 
Therefore  these  two  algorithmic  stages  are 
excluded from the consideration. 
The next stage  is  transition from binary raster 
descriptions  for  extracted  closed  contours  of 
main objects  in  images  to vector descriptions. 
For  this  purpose  authors  developed 
approximating  polygon  finding  algorithm. 
This  algorithm  is  based  on  approximating 
polygon vertices selection using local maxima 
of  angle cosine estimations  for  these vertices. 
The  remaining  closed  contour  points  are 
removing.  Angle  cosine  estimations  are 
calculating  using  the  certain  number  of 
neighbor points on both sides. And the number 
of  such  points  is  algorithm  adjustable 
parameter. This parameter gives the control of 
the  detailing  degree  of  the  contour 
approximation  by  polygon.  The  algorithm 
results  for  two  different  values  of  this 
parameter are shown in Fig. 1. 
Further  this  algorithm  is  considered  in  brief. 
For each contour point the cosine estimation is 
calculated 
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  sign.  In  concord 

with the changes of these coefficients signs the 
coefficients  1k  and  2k  signs also change. 

 

 
Fig. 1. Two closed contour vector description variants 

for the islands in the first test image 

 
In  the  given  case  approximating  polygon 
finding algorithm makes possible to reduce the 
number  of  vertices  for  the  closed  islands 
contours  from  approximately  5 thousands  (all 
points  without  exception)  to  approximately  6 
hundreds  (blue  contours  in  Fig. 1)  or  to 
approximately  2 hundreds  (red  contours  in 
Fig. 1). The enlarged fragment for contours in 
Fig. 1  is  shown  in  Fig. 2.  The  blue  contour 
describes  the shore  line of  the  island  in detail 
and  is  calculated  using  3 neighbor  points  on 
the  both  sides  of  each  vertex,  and  the  red 
contour  describes  the  shore  line  more 
schematic and is calculated using 350 neighbor 
points on the both sides of each vertex. 
The  fourth  algorithmic  stage  consists  in  the 
initial  superimposition  of  two  images  by  the 
complex  plane  transformation  of  the  second 
image points to the first image.  This algorithm 
is  based  on  the  transformation 

iyxzzzz knрk  ,)1()2(   where  )1(
kz   and 



284 

 

)2(
kz  are  the  points  on  the  original  image  and 

the  second  image  superimposed  with  the  first 
respectively,  прпрnр iyxz    is  the  desired 

complex  plane  transformation.  To  find 
complex number  nрz   it  is necessary  to search 

out  a pair of  corresponding  points  on  each of 
the both contours. In the considered algorithm 
variant  the  points  belonging  to  the  area 
diameter  ends  is  selected  as  such  points,  i.e. 

     ji
DMM

MMMM
ji

,maxarg,
,

21 


. 

 

 
Fig. 2. Closed contour vector description of the island in 

detail and more schematic 

 
The  points  21 , MM  form  the  vector 

 1212 ; yyxxa --   which  coordinates  are 

the real and the imaginary parts of the complex 
number 

     1212 yyixxznр --  

respectively. 
The  considered  superimposition  algorithm 
result  for  the  islands  contours  is  shown  in 
Fig. 3. 
In  Fig. 3  it  is  observed  noticeable  divergence 
between  the superimposed contours.  It  can be 
explained by projective distortions which can’t 
be  taken  into  account  within  the  considered 
algorithm.  However  this  algorithm  has  high 
performance and so can be used for the initial 
contours superimposition. 
For more qualitative contours superimposition 
problem solving  the  further  schematization of 
the  islands contours  is done at  the expense of 
removing  the  vertices  with  angles  which  are 
close  to  the  straight  angle.  The  vertices  with 
angle  cosines  lower  than  
–0.4 are thrown out. Finally it is succeeded to 

decrease  the  number  of  approximating 
polygon vertices to approximately 30.  
 

 
Fig. 3. The contours superimposition result 

 in the complex plane 

 
The next fifth algorithmic stage has to provide 
corresponding  points  detection  on  the 
compared contour pair. As far as the contours 
might  have  no  global  similarity  (e.g.  the  part 
of  an  object  in  an  image  is  hidden)  it  is 
required  to  find  and  to  compare  with  each 
other the similar fragments of the contours. To 
do  this  it  is  necessary  to  estimate  such  local 
similarity  with  a  certain  measure.  For  this 
purpose  it  is  suggested  to  generate  the 
auxiliary  subcontour  in  the  neighborhood  for 
each of the remaining vertices. 
Then  each  subcontour  of  one  contour  is 
compared to all of the subcontours of the other 
contour  for  the purpose of  finding  the  similar 
fragments  of  the  existing  contours.  As  the 
similarity  measure  for  subcontours  it  is 
suggested  to  use  autocorrelation  function  in 
combination with additional parameters of the 
vertex.  It  is  suggested  to  calculate  the 
autocorrelation function as follows. Let 
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each of  the constructed subcontours. Thereupon 
similarity  measure  is  calculated  between  each 

subcontour  mγ  belonging to  the second contour 

and  some  fixed subcontour 
0

γ  belonging  to  the 

first contour 

 
 




-
2/

1

)()( 0ττΔ
n

k
k

m
km . 

Then  values  mΔ   are  compared  with  a  certain 

specified  threshold  ε .  Subcontour  mγ   is 

included in the set of contours which are close to 

subcontour 
0

γ   if  emΔ ,  and  it  is  excluded 

from this set otherwise. 
The  final  selection  among  the  close 
subcontours is performed using main contours 
comparable  vertices  additional  parameters 
such  as  vertex  angle,  mutual  position  in 
comparison with the other contour vertices. 
In the last algorithmic stage the corresponding 
point  pairs  selected  in  the  previous  stage  is 
used for projective transformation search. This 
transformation  serves  the  contours  and  the 
entire images superimposition. 
The contours superimposition using the 
complex contour analysis methods makes 
possible to take into account three kinds of 
affine image transformation (the shift, the 
rotation and the scaling of the image) [6]. 
However at the same time the projective 
deformations aren’t taken into account. The 
influence of these deformations can be 
taken into account by the homography 
matrix  
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which  elements  ijh   are  calculated  from  the 

corresponding  points  coordinates  selected  in 
the  previous  stage.  The  superimposed  vector 
islands contours together with the selected four 
corresponding point pairs are shown in Fig. 4. 
Their  superimposition  result  using  the 
homography matrix is shown in Fig. 5. 
 

 
Fig. 4. The first and the second contours for the 

superimposition with the selected supporting points 
 

 
Fig. 5. The contours superimposition result  

using the homography matrix 
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A  new attribute  measuring  the  contour  smoothness of  2-D  objects  is  presented  in  the 
context  of  morphological  attribute  filtering.  The  attribute  is  based  on  the  ratio  of 
circularity to non-compactness and has a maximum of 1 for a perfect circle. It decreases 
as  the  object  boundary  becomes  irregular.  Computation  on  hierarchical  image 
representation  structures  relies  on  five  auxiliary  data  members  and  is  rapid.  Contour 
smoothness  is  a  suitable  descriptor  for  detecting  and  discriminating  man-made 
structures  from  other  image  features.  An  example  is  demonstrated  on  a  very-high-
resolution satellite image using connected pattern spectra and the switchboard platform.  

 

Introduction 

In  image  analysis,  the  detection  of  man-made 
structures remains a challenge due to the limited 
descriptors  available  to  distinguish  them  from 
other  image  features.  Linearity  is  defined  as  the 
ratio  between  the  principal  axes  of  image 
components  from  its  PCA  analysis.  It  can 
distinguish artificial structures from others but can 
easily be misled for example by a row of adjacent 
trees,  which  has  a  high  linearity  measure  too. 
Corners  [1,2]  are  good  indicators  of  artificial 
structures but do not comply with the framework 
of  connected  image  analysis  and  moreover,  are 
very  sensitive  to  the  image  radiometry.  Other 
shape-based  descriptors  like  rectangularity  or 
triangularity  [3]  are  derived  from  moments  of 
inertia and describe best fitted shapes rather than 
actual component attributes, i.e. suitable for post-
processing.  
 
In  this  paper  a  new  component  attribute  is 
proposed  measuring  directly  the  smoothness  of 
connected  component  contours.  The  proposed 
attribute  is  utilized  by  morphological  connected 
attribute  filters  [4]  that  are  discussed  next. 

Following  this,  the  definition  and  derivation  of 
contour  smoothness  is  given  along  with  an 
experiment  in  detecting  man-made  structures 
form  very  high  resolution  satellite  imagery.  A 
brief discussion and conclusions are given at the 
end of the paper. 

Image content organization 

The  organization  of  the  image  information 
content into connected regions or components is a 
well-established  strategy  in  image  analysis  [5] 
allowing  for  efficient  and  edge  preserving 
processing. Attribute filters [4] are morphological 
operators  deciding  on  accepting  or  rejecting 
connected  components  based  on  some  attribute 
measure.  They  find  use  in  a  wide  range  of 
applications  [6]  and  can  be  implemented 
efficiently  on  hierarchical  image  representation 
structures  like  the  Max-Tree  [7]  and  the  Alpha-
Tree  [8],  or  directly  based  on  the  Union-Find 
algorithm [9] or other similar component labeling 
schemes.  An  important  tool  based  on  attribute 
filters  is  the  pattern  spectrum  [10]  which  is  a 
multi-dimensional  attribute  histogram  or  feature 
space.  The  switchboard  platform  [11]  is  a 
wrapper of the pattern spectrum allowing for real-



287 

 

time interaction with the image space via the tree 
data-structure used for image representation. 

Contour smoothness 

The proposed measure of  contour smoothness 
is  a  ratio  of  two  geometric  descriptors;  the 
circularity  and  non-compactness  of  a 
connected  component.  As  the  contour  of  a 
connected  component  becomes  rougher  the 
circularity reduces while  the non-compactness 
increases  thus  the  ratio  decreases  along. 
Contour smoothness has a maximum of 1 for a 
circle. 
 
The  circularity  of  a  component  C  is  a 
normalized measure of compactness: 

 
 

(1) 

in which P  is  the perimeter  and A  is  the area 
(pixel count) of C. Circularity has a maximum 
of  1  for  a  perfect  circle  and  reduces  as  the 
shape deviates from a circle. 
 
The  non-compactness  is  a  scale  invariant 
measure given by: 

 
 

(2) 

in  which    is  the  moment  of  inertia  of  a 
connected component given by: 
 

2 2

C

I = (x x) (y y)- -    
(3) 

 

The terms x, y are pixel coordinates and  (x, y)  

are  the  coordinates  of  the  component’s 
centroid: 
 

1

C
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A
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1

C

y = y
A
 . 

 

 
(4) 

The  term  in (2)  is  to normalize the attribute 
to a minimum value of 1 for a perfect circle. To 
improve scale  invariance of  (3) a  further  term is 
added that accounts for the pixel shape; pixels are 
assumed to be unit squares, each with a moment 
of inertia equal to: 
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as  in  [12]. Expanding (3)  further and correcting 
for the square shape of pixels we obtain: 
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Definition.  The  contour  smoothness  cs  of  a 
connected component is given by: 
 

 

 
 

(7) 

 
The  contour  smoothness  measure  is  scale 
invariant but  sensitive  to  the definition of  the 
perimeter measure P. A simple definition for P 
is  the  count  of  all  pixels  of  a  connected 
component  that  border  (4-way  adjacency)  a 
pixel of different intensity. Perimeter measures 
like  the  city-block  or  contour  pixel  counts 
based  on  8-way  adjacency  require  further 
corrections in (7). The computation of (7) can 
be done incrementally by the aid of 5 auxiliary 
data  members;  pixel  count,  perimeter  pixel 
count, sum of x, sum of y, and sum of squares (

).  The  same  pool  of  auxiliary  data 
allows  for  a  wider  range  of  attributes  to  be 
computed  and  offers  a  robust  connected-
component characterization.  

Experiments 

The  objective  of  the  experiment  presented  in 
this  section  is  to  extract  man-made  structures 
from satellite imagery that are characterized by 
a  varying  degree  of  size  and  contour 
smoothness. To exploit  the image information 
content  efficiently  a  Max-Tree  structure  is 
computed  from  the  input  image  shown  in 
Fig.1.(a).  All  auxiliary  data  needed  for  the 
computation  of  component  attributes  are 
collected during the construction of the tree. 

Once  the  tree  is  constructed,  a  connected-
pattern  spectrum  [10,14]  is  computed  by  a 
simple pass through the structure. This is a  
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P
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(a) 

 
(b) 

  
(c)                                        (d) 

Fig.1. (a) A sample panchromatic image tile of an urban 
area by the WorldView 2 sensor (©DigitalGlobe Inc.). 
(b) Image segmentation based on contour smoothness 

using the switchboard platform on the pattern spectrum 
in (c); selected switches are shown in (d).  

normalized  attribute  histogram  obtained  by 
measuring  the  contribution  of  all  connected 
components  represented  by  the  tree  as  a 
function  of  their  attribute  value,  to  the 
respective bins. Fig.1.(c) shows the connected 
pattern spectrum of (a), in which the x-axis  

 
(a) 

 
(b) 

   
(c)                                        (d) 

Fig.2. (a-b) Image segmentations of the image in.(a) 
based on contour smoothness using the switchboard 

platform on the pattern spectrum in.(c); selected 
switches are shown in (c) and (d) respectively.  

corresponds  to  the  size  attribute  (logarithmic 
mapping)  and  the  y-axis  to  the  contour 
smoothness  attribute  (logarithmic  mapping). 
Each  bin  intensity  is  a  normalized  value  [0-
255]  of  the  area  of  all  components  satisfying 
the bin extrema conditions multiplied by each 



289 

 

component’s  lifetime. The origin  is  at  the  top 
left of each plot; the first bin corresponds to all 
components  having  the  smallest  area  and 
smallest  contour  roughness  (inverse  of 
smoothness) in the decomposition. The pattern 
spectrum  is  interfaced  by  the  switchboard 
platform  [11]  that  allows  for  interactive  and 
real  time  image  segmentation.  Fig.1.(b)  and 
Fig.2.(a),(b)  show  segmentation  instances 
based  on  the  respective  switch  selections 
marked with red on each pattern spectrum. 

Discussion 

The  previous  experiment  demonstrated  that 
contour smoothness along with size, offers a good 
approximation  of  man-made  structures  in  very 
high  resolution  satellite  imagery.  That  is  due  to 
the  fact  that  most  built-up  appears  with  smooth 
contours  by  contrast  to  non-man-made  objects. 
Thresholds on contour smoothness are subject to 
the  image  information  content,  and  as  shown  in 
Fig.2.(b) beyond a certain value range, segmented 
objects become meaningless. 
Contour smoothness is a non-increasing attribute 
[4] and so is the respective attribute filter. For the 
latter,  when  computed  on  a  hierarchical  image 
representation  structure,  special  filtering  rules 
apply.  Contour  smoothness  filters  implemented 
on  the Max-Tree  [7]  require  the  subtractive  rule 
[10];  if  implemented on the Alpha-Tree [8]  they 
require the max-rule [8]. 
The  formalization  of  contour  smoothness  as  a 
function of five auxiliary data members, allows it 
to  be  computed  incrementally  during  the  tree 
construction or in a single pass through the image 
following  tree construction. Typical  timing  for a 
panchromatic  image  with  a  raster  size  of 
10,000×20,000  pixels  is  2.83  s.  on  a  64bit  Intel 
Core  i7-2760QM CPU@2.40GHz machine with 
4GB  of  RAM.  Using  the  parallel  algorithm  in 
[13,14]  this  can  be  reduced  to  less  than  one 
second on four cores. 

Conclusion 

A  new  attribute  measuring  the  contour 
smoothness  of  connected  components  was 
presented.  Contour  smoothness  can  be  used  to 
discriminate  man-made  structures  from  other 
image  features  and  an  example  was 
demonstrated. Future work  includes methods  for 

automatic threshold selection based on connected 
component statistics. 
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Сonsidered  the  software  implementation  of  digital  filters  for  images  using  the 
technology NVIDIA CUDA ®. 

 

Introduction 

Image  processing  is  the  most 
interesting  and  important  direction.  With  the 
increase  in  size of  the  image  is  increased and 
the  processing  time.  One  solution  is  to 
parallelization,  in practice  the calculations are 
carried out up to 16 threads. 

We  used  technology  NVIDIA  CUDA 
(Compute  Unified  Device  Architecture)  with 
which the calculations are made on the graphic 
accelerators  company  NVIDIA.  This 
technology  allows  the  use  of  512  to  1,024 
streams,  depending  on  the  model  of  the 
graphics accelerator of the company [1]. 

Subheading 

To  evaluate  the  performance  were 
considered:  Sobel  operator,  the  Fourier 
transform,  the  inverse  Fourier  transform, 
filtering  images by minimizing  the  smoothing 
functional  with  communication  (Tikhonov 
regularization method).  

For  the  Fourier  transforms  (forward 
and  reverse)  technology was used CUDA [1], 
allowing  the  use  of  the  processing  power  of 
NVIDIA graphics accelerator. Calculations are 
based  graphics  accelerator 
NvidiaGeForceGTX  650.  This  graphics 
accelerator  supports  up  to  1,024  threads 
running  at  one  time.  The  amount  of  memory 
used  for  calculations  -  about  870  megabytes. 
Since  the  calculation  is  on  the  graphics 
accelerator,  it  is worth noting  the principle of 
work  and  writing  code.  The  function  that  is 
executed on GPU is called a kernel. The kernel 
does  not  have  a  return  value.  Common  core 
prototype is:  

__global__  void  gpuKernel  (/  *  arg1  *  /,  /  * 
arg2 * /, / * ... * /).  
Before  you  call  the kernel,  you must  perform 
the following steps: 

1. Allocate  memory  for  the  array  on 
GPU. 

2. Copy an array of computer memory to 
memory graphics accelerator. 

3. Calculate  the  number  of  threads  that 
will be used in the calculations. 

4. Call the core. 
5. Synchronize  the  device  to  make  sure 

there are no errors in the calculation of. 
6. Copy  the  result  from  the  memory  of 

the  graphics  accelerator  in  the 
computer's memory. 

7. Free  memory  on  the  graphics 
accelerator. 
For greater clarity, the following results 

are  presented.  Calculation  of  the  masking 
operations  Sobel  operator  is  performed  on 
GPU in 1024 threads. Time given in Table 1. 

 
Table 1. The computation of convolution 

operator Sobel 
image Size  Run-time, 

using the 
technology of 
CUDA, 
seconds 

Execution 
time on the 
CPU 16 
threads, 
seconds 

1902 х 908  0,15  1,37 
2457 х 
2091 

0,24  4,15 

3726 х 
3108 

0,38  9,08 

5029  х 
4288 

0,75  16,95 
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Since  used  both  direct  and  inverse 
Fourier  transform  without  the  use  of  FFT 
algorithms,  the  size  of  the  image  were  taken 
not more  than 160x160  pixels. The  larger  the 
image  size,  the  greater  the  run  time  for  the 
CPU.  The  direct  and  inverse  Fourier 
transforms are presented in Tables 2. 

 
Table 2. Calculation time direct Fourier 

transform 
image Size  Run-time, 

using the 
technology of 
CUDA, 
seconds 

Execution 
time on the 
CPU 16 
threads, 
seconds 

64 х 64  0,21  8,07 
96 х 96  0,3  40,57 
128 х 128  0,51  125,9 
160 х 160  0,97  306,3 
 

Table 3. Time computation of the direct 
Fourier transform 

image Size  Run-time, using 
the technology 
of CUDA, 
seconds 

Execution 
time on the 
CPU 16 
threads, 
seconds 

64 х 64  0,25  8,47 
96 х 96  0,32  41,57 
128 х 128  0,53  132,9 
160 х 160  0,98  310,3 
 

CUDA  technology  provides  all  the 
computing  power  of  the  graphics  accelerator. 
This  technology  provides  the  ability  to 
parallelize  the  computation  and produce  them 
without  the  participation  of  the  CPU.  This 
allows you to process images of large size with 
a small waste of time. 
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This  paper  considers  a  hierarchical  sparse  concept  representation  for  complex  scene 
analysis. Low-level visual features, foreground pixels and optical flows, are commonly 
used  for  the  scene  analysis.  However,  these  features  are  sensitive  to  noise  and  have 
high-dimension  to  represent  complex  behavior  of  various  objects.  The  considered 
hierarchical sparse concept representation aims to cope with noise of low-level features 
and  reducing  uncertainty  in  determining  behavior  patterns.  In  this  paper,  the  task  of 
complex scene analysis is formalized as discovering high-level behavior patterns which 
represent  video  context.  The  experimental  results  show  that  the  considered  algorithm 
yields good performance using complex video datasets. 

Introduction 

Automatic detecting representative behavior 
pattern  has  become  a  challenging  task  for 
complex scene analysis (CSA). In the past few 
years,  various  algorithms have been proposed 
to  extract  semantic  behavior  patterns  from 
video scenes. They focused on analyzing com-
plex and crowded video scene based on disco-
vered  specific  patterns  from  low-level  visual 
features. Previous algorithms usually consider 
video data as a set of visual features which are 
represented  using  a  histogram  of  occurrences 
of  feature,  and  the  extracted  features  are 
directly used for CSA. However, these feature 
based  algorithms  have  mainly  two  problems: 
(1) low-level visual features have limitation to 
represent  high-level  semantic  information  of 
behavior  patterns.  Hence,  high  dimensional 
feature  space  is  required  and  computational 
complexity is increased; and (2) low-level vis-
ual  features  are  sensitive  to  noise  and  some 
occlusion  from  movements  of  various  objects 
in the complex video scene. 

Recently, statistical machine learning based 
algorithms  have  shown  good  performance  in 
the task of CSA based on: multi-scale methods 
[1, 2], hierarchical methods [3, 4, 5], Bayesian 
methods  [6,  7],  etc.  These  algorithms  try  to 
implicitly handle varying noise and uncertain-
ty  in  discovering  semantic  behavior  patterns 
from high dimensional visual feature spaces. 

This  paper  considers  a  hierarchical  sparse 
concept  representation  (HSCR)  algorithm  for 
the  complex  video  scene  analysis.  In  this 

paper,  the  task  of  CSA  is  considered  as  the 
problem  of  discovering  a  set  of  high-level 
semantic  behavior  patterns  using  hierarchical 
dictionary  learning  and  sparse  concept 
representations.  The  considered  HSCR 
algorithm  aims  to  cope  with  noise  of  high 
dimensional  low-level  visu-al  features  and 
reducing  uncertainty  in  discov-ering  semantic 
behavior  patterns  while  pre-serving 
discriminative information of primary patterns 
and dimensionality reduction. 

Non-object-based bag-of-words representat-
ion is used as low-level visual features similar 
to previous literature. However, the considered 
HSCR  algorithm  tries  to  discover  multi-level 
behavior  patterns  instead  of  using  noisy  low-
level  visual  features  directly.  Complex  video 
scenes usually contain multiple movements of 
various objects over time and space, this paper 
assumes  that  these movements can be catego-
rized  into  low-level  and  high-level  behavior 
patterns. Low-level behaviors  (e.g. moving of 
vehicle  and  pedestrians)  can  be  characterized 
using  representative  movements  which  occur 
in  a  small  range of  spatial  and  temporal  regi-
ons. High-level behaviors (e.g. traffic flows by 
signal) can be described as periodically repeat-
ed  patterns  using  a  set  of  low-level  behavior 
patterns.  Considering  these  hierarchical  struc-
tures  of  behavior  patterns  can  be  helpful  to 
analyze  video  scene  more  accurately  than 
using  single  behavior  patterns.  In  considered 
HSCR, behavior patterns of each  level can be 
described  using  small  number  of  basis  which 
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related to most representative behavior pattern 
in each level. For this, hierarchical basis learn-
ing  and  sparsity  constraint  are  considered  not 
only  reducing  dimensionality  of  features  but 
also preserving discriminative information. 
 

Review of Sparse Representation  

Let  1[ , , ]   M N
NX x x is a set of N data 

with  high-dimensional  feature  space.  Matrix 
factorization  (MF)  algorithms  [8,  9,  10]  are 
common approaches  to  condense data  by dis-
covering a set of new basis vector and the new 
representation with respect to the new basis for 
each data. The aim of MF is finding two matri-
ces, dictionary  D  and sparse representation  A
,  whose  product  can  well  approximate  . 
Given a dictionary                                     , the 
sparse representation                                    for
X  can be obtained by solving:  

Where,                             denotes  the reconstruction 
error, and                           is the sparsity constraint. 
Each column of  D   is a basis vector and each 
column of  A is the K dimension representation 
of  the  original  input  data  with  respect  to  the 
new basis  .D In this sense, MF can be regarded 
as  a  dimensionality  reduction  algorithm  since 
it  tries  to  reduce  the dimension  from M  to K. 
The  performance  of  sparse  representation A  
depends critically on the constructed  D .  

Hierarchical Sparse Concept 
Representation 

Given a data set of high dimensional feature 
X , the purpose of HSCR algorithm is finding 
low  dimensional  high-level  behavior  patterns 
while  reducing  noise  and  dimensionality  of 
features with reducing information loss. It can 
be obtained by solving the minimization prob-
lem as follows: 

where the dictionary                is the basis of 
low-level behavior patterns and                 is 
the  basis  of  high-level  behavior  patterns.  The 
matrix                     indicates HSCR of input data 
X   and        is the  regularization parameter. Eq. 
(2) is not jointly convex to                . 

 However, it is convex with respect to each of 
them if others are fixed. Hence, the HSCR can 
be  designed  using  an  iterative  algorithm  to 
alter-natively optimize each matrix base. 

The HSCR algorithm has three-step in terms 
of dimensionality  reduction and MF based on 
sparse concept coding algorithm [12]. The first 
step of HSCR is  low-level behavior basis  lea-
rning  by  exploring  the  low-dimensional  intri-
nsic geometric structure of the input data inste-
ad of using visual feature space directly. Spec-
tral  regression  [11,  12]  is  used  for  reducing 
dimension of data and finding manifold of the 
ambient  space  to  model  the  local  geometric 
structure of data with weight  W . Similarly, in 
the previous MF algorithm, considered HSCR 
tries  to  learn  low-level  behavior  basis  matrix    
       which can well fit to                           . It 
can  be  obtained  by  solving  the  optimization 
problem as follows: 

where            is a regularization term to avoid 
over-fitting and   is the regularization param-
eter. Where, the optimal  Y can be obtained by 
solving Eq.(4) using  the minimum eigenvalue 
eigen-problem of                      .   

Here,                  and                      The weight 
matrix  W is constructed using EMD distance. 
After  obtaining  low-level  behavior  basis        ,  
the  second  step  is  computing  the  low-level 
sparse concept representation     by solving the 
optimization problem as follows: 

where                        and                is  the L1-norm  re-
gularization to enforce the sparsity. The Least 
Angel Regression  [13]  is used  for  solving  the 
optimization  problem  in  Eq.  (5).  In  this  step,  
     can be regarded as representative low-level 
behavior patterns using small number of basis 
of        .  The  last  step  of  HSCR  algorithms  is 
learning of high-level behavior basis and find-
ing  HSCR  by  solving  the  optimization  probl-
em as follows:  

2
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where        indicates  the  basis  matrix  of  high-
level behaviors and        is  the HSCR using       . 
For  this,          can  be  obtained  using  Eq.(3)  with 
respect to     , and     is calculated using Eq.(5) 
with  respect  to        and        ,  iteratively. Finally, 
the considered HSCR algorithm can be convert 
original  high-dimensional  low-level  features 
X  to low-dimensional HSCR     , while remo-
ving noise using dimensionality  reduction and 
preserving discriminative information.  

Experiments and Results 

In this section, we investigate the effective-
ness  of  the  considered  HSCR  algorithm  for 
CSA. The task of CSA is considered as a multi 
-class  clustering  problem  similar  to  previous 
literatures [2, 3, 7, 14, 15]. For this, we conv-
ert  each  high-dimensional  test  data  into  low-
dimensional HSCR  by using  the  learned  low-
level and high-level behavior basis from traini-
ng  data.  Then,  each  converted  test  data  is 
clustered  into  the  K  number  of  primary  high-
level behavior patterns by the nearest centroid 
criterion. To verify the effectiveness of HSCR, 
various  experiments  were  conducted  on  the 
publicly  available  QMUL  [3]  and  CVBASE 
'06  [16] dataset. All  dataset  contains  complex 
behavior patterns of a large number of objects 
such  as  vehicles  and  human  movements.  A 
detailed description of experimental parameter 
is summarized in Table 1. 

 
Table 1. Parameter setup (train) 

Dataset  M  N  Z  K          

Junction-1  4176  73  8  2  0.1  0.02  0.4 

Roundabout  4176  146  8  2  0.2  0.02  0.56 

Basketball  4292  50  4  2  0.2  0.16  0.08 

Handball  4524  100  8  2  0.2  0.32  0.1 

 
The Traffic datasets: As  shown  in  Figure 

1, The QMUL dataset contains complex traffic 
scenes  and  have  been  extensively  used  in 
previous CSA literatures [2, 3, 7, 14, 15]. Each 
dataset  was  recorded  by  a  stationary  camera 
with a resolution of 360×288 (25 FPS).  

 
(a) Junction-1                   (b) Roundabout 

Fig. 1. QMUL datasets 

 
Each  video  clip  was  spatially  quantized  into 
36×29  cells  and  4  directions  of  quantized 
optical  flow  were  extracted  in  each  cell. 
Hence, the size of low-level feature dimension 
M  is  4176.  The  test  dataset  consist  of  39,  59 
video clips for the Junction-1 and Roundabout, 
res-pectively. For fair comparison between the 
considered  HSCR  algorithm  and  the  state-of-
the-art algorithms, the same datasets and grou-
nd  truth  labels  [3,  14,  15]  are  used.  For  the 
database in hand, there are two main temporal 
phases of the primary behavior patterns: verti-
cal  and  horizontal  traffic  flows.  The  quanti-
tative  results of  the clustering accuracy based 
on  primary  high-level  behavior  patterns  are 
represented in Table 2. 
 

Table 2. Clustering accuracy (QMUL) 

 
As shown the experimental results  in Table 

2,  it  confirmed  that  the  considered  HSCR 
algorithm outperforms  the state-of-the-art alg-
orithms using QMUL dataset. 

 

 
(a) Basketball                   (b) Handball 

Fig. 2. CVBASE '06 dataset 

The Sports dataset: As shown in Figure 2, 
CVBASE  '06  dataset  depicts  complex  sports 
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Algorithms  Junction-1 (%)  Roundabout (%) 

K-means  53.75  63.79 

pLSA  [3]  89.74  84.46 

HpLSA  [3]  76.92  72.30 

Cas-pLSA [2]  89.70  76.20 

DDP-HMM [7]  87.18  85.14 

EMD-L1 [15]  92.30  86.40 

SparseEMD [16]  89.74  90.00 

SRC [10]  92.30  64.41 

D-KSVD [9]  92.30  62.70 

SCC [12]  89.74  89.83 

HSCR 94.87 91.53 
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environments  both  basketball  and  handball. 
The data was recorded by a wide view camera 
in 5 minutes with 366×288 pixels (25 FPS) and 
10  minutes  with  384×288 pixels  (25  FPS)  for 
basketball  and  handball  dataset,  respectively. 
This sports video includes complex movement 
from  various  players  in  the  stadium  without 
moving  rules.  Hence,  it  is  more  difficult  to 
distinguish behavior patterns. To discover high 
-level  behavior  patterns,  we  use  two  types of 
group activity as high-level behavior patterns: 
team offense and defense.  To obtain  the  low-
level  visual  features,  video  data  were  divided 
into  several  video  clips  every  3  sec.  The  test 
dataset consists of 50, 100 video clips  for  the 
basketball and handball data, respectively. The 
quantitative  results  of  the  clustering  accuracy 
based on primary high-level behavior patterns 
are  represented  in  Table  3.  The  experimental 
results  show  that  considered HSCR  algorithm 
outperforms all the others. 

 
Table 3. Clustering accuracy (CVBASE '06) 

Algorithms  Basketball (%)  Handball (%) 

K-means  84.0  65.0 

pLSA [3]  64.0  67.0 

HpLSA [3]  70.0  72.0 

SRC [10]  94.0  87.0 

D-KSVD [9]  94.0  87.0 

SCC [12]  76.0  70.0 

HSCR 96.0 88.0 

Conclusion 

This paper considers a HSCR algorithm for 
complex scene analysis. The HSCR algorithm 
determines hierarchical behavior pattern using 
low-level  and  high-level  behavior  basis.  The 
discovered HSCR can be capture most primary 
pattern to analyze behaviors from the complex 
video  scene,  while  HSCR  algorithm  tries  to 
removing noise using dimensionality reduction 
and  sparsity  in  each  level  and  preserving dis-
criminative behavior patterns using hierarchy.  
In  the  experiments,  the  HSCR  has  been  used 
for  discovering  recurrent  primary  high-level 
behaviors  in  various  complex  video  datasets 
and  has  been  compared  with  state-of-the-art 
algorithms. The extensive experimental results 
show  that  the  considered  algorithm  achieved 
good performance for complex scene analysis. 
In the future, we will extend considered HSCR 
algorithm for irregular behavior detection.  
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IMAGE RECONSTRUCTION FROM PHASE USING HERMITE 
PROJECTION METHOD1 
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Approximation of Fourier transform of a function using Hermite functions (AFTH) has 
been  considered.  It  was  shown  that  synthesis  results  of  phase  and  magnitude  for 
different images using this approximation enhanced synthesis results of discrete Fourier 
transform. The conditions of uniqueness of approximated function restoration  from its 
AFTH phase were presented. New image boundaries treatment for AFTH method was 
introduced. 
 

Introduction 

Phase  of  Fourier  transform  contains  more 
information than its magnitude [1]. In this article 
the  approximation  of  Fourier  transform  using 
Hermite functions (AFTH) and AFTH phase are 
proposed. The comparison of synthesis results of 
phase and magnitude from different images using 
AFTH and discrete Fourier  transform shows  the 
effectiveness  of  AFTH  use.  New  algorithm  of 
image  boundaries  treatment  is  applied  to  the 
images  before  the  transform  of  images  into  the 
frequency domain. Use of this algorithm reduces 
the  errors  of  Gibbs  effect.  In  the  proposed 
algorithm  the  solution  of  Dirichlet  problem  for 
the Laplace equation is found. For AFTH method 
the  conditions  of  uniqueness  of  approximated 
function restoration to within a scale factor from 
its AFTH phase only information are found in the 
last section of this article. 

Use of Hermite functions for Fourier 
transform approximation 

The Hermite functions [2] are defined as: 
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and  are  computationally  localized  in  spatial  and 
frequency  domains.  Two-dimensional  Hermite 
functions  are  defined  as: 

   yxyx nmnm  ),(, , so they have similar 

properties  as  one-dimensional  Hermite  functions 

in   2
2 RL . 

Let's introduce some definitions that will be used 
later in the article. 
Def. 1:  Let  )(xfn   be  an  approximation  of 

expansion  of  ),()( 2 - Lxf   in  a  Fourier 

series  of  Hermite  functions  (Hermite  projection 
method [3]): 
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as  approximation  of  Fourier  transform  using 
Hermite functions (AFTH). 
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where         )(, xA nf        is       the         magnitude,  

)(arg)( ,, xHFx nfnf    is  the  phase  of 

)(, xHF nf   (AFTH  phase).  If  0)(Re , xHF nf  

and  0)(Im , xHF nf   we  suppose  that 
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0)(, xnf .  Then  )(, xnf   is  defined  for  all 

),( -x  and takes values  ],( - . 

Remark 2: 
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0)(Re , xHF nf .  If  0)(Re , xHF nf   we 

suppose that  0)(, xtg nf . 

Def. 2:  Let  )(xFn   be  an  approximation  of 

complex  function  ),()( 2 - LxF   using 

Hermite functions  )(),...,(0 xx n : 
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as  approximation  of  inverse  Fourier  transform 
using Hermite functions (AIFTH). 
Remark 3:  If  )(xfn   is  an  approximation  of 
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(6) 
as  approximation  of  Fourier  transform  using 
Hermite  functions  (AFTH)  in  two-dimensional 
case.  The  definition  of  AIFTH  in  two-
dimensional case is introduced similarly. 

Boundary Gibbs effect suppression 

Let  we  have  an  image  with  the  intensity 
),( yxI .  We  can  interpret  it  as  two-

dimensional  function  )(),( 2
2 RLyxf   which 

is  equal  to  ),( yxI   inside  the  rectangle 

],[],[ BBAAD --   and  is  zero  outside  D . 

We  rescale  Hermite  functions  in  12/ mA  

times  along  the  x-axis  and  12/ nB   times 

along the y-axis so that  ),(, yxnm   is roughly 

localized in D [3]. After the rescaling all used 
Hermite  functions  are  close  to  zero  near  the 
boundaries  of  D,  so  the  approximation 

),(, yxf nm   in  (5)  can  have  Gibbs  effect  near 

the boundaries. To overcome this problem we 
find  continuous  function  ),( yxL   in  D  with 

continuous  second  derivatives  in 
),(),( BBAA --  which is equal to  ),( yxf  on 

the boundary of  D . We find it as the solution 
of  the  Dirichlet  problem  for  the  Laplace 
equation: 
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(a)  (b) 

 
(c)  (d) 

Fig. 1. (a) the original image  225300 ; (b) base 

function  ),( yxL ; (c)  ),(, yxf nm ; (d) 

),(),(
~

, yxLyxf nm  .  

We  call  the  solution  ),( yxL   of  problem  (7)  as 

base  function  of  ),( yxf   and  find  it  using  the 
finite element method. 
Then  we  approximate  the  function 

),(),(),(
~

yxLyxfyxf -  which  is zero on  the 

boundary of  D  and add to derived approximation 

),(
~

, yxf nm   the  base  function  ),( yxL .  It  can  be 
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seen (fig. 1) that the Gibbs effect is suppressed for 

),(),(
~

, yxLyxf nm 
 ( 150m ,  100n ). 

Synthesis of phase and magnitude of images 

It  is  well-known  that  the  phase  of  Fourier 
transform  contains  much  more  information  than 
its  magnitude  [1].  The  classic  approval  of  this 
statement  is  the  following:  two  images  ),( yxf  

and  ),( yxg  are taken. Let  fi
f eAfF


][  and 

gi
g eAgF


][   are  their  discrete  Fourier 

transforms.  Then  a  synthesis  is  applied:  two 
images  are  generated,  where  first  image  has  the 
magnitude of FT of  ),( yxf  and phase of FT of

),( yxg , and vice versa for the second image. We 

analyze the same synthesis using phases of AFTH 
)(, xnf ,  )(, xng   and  magnitudes  of  AFTH 

)(, xA nf ,  )(, xA ng ,  and  we  also  use  AIFTH 

instead  of  inverse  FT.  For  both  FT  and  AFTH 
methods of synthesis the base function  ),( yxL  is 

subtracted before the transform of image into the 
frequency domain.  

   
(a)  (b) 

   
PSNR = 19.955 

(c) 
PSNR = 19.989 

(d) 

   
PSNR = 20.145 

(e) 
PSNR = 21.950 

(f) 
Fig. 2. (a), (b) the original images; synthesis results for: 

(c) phase of giraffe and magnitude of elephant; (d) 
phase of elephant and magnitude of giraffe. (e) phase of 
AFTH of giraffe and magnitude of AFTH of elephant; 

(f) phase of AFTH of elephant and magnitude of AFTH 
of giraffe. 

 

The  comparisons  of  images  ),( yxf , 

 fi
g eAF

- 1   and   nfi
ng eAHF ,

,
1 -    are 

illustrated  in  fig. 2. PSNR values of  the original 
and  obtained  images  with  the  same  phase 
information are calculated. 
Table 1 shows the comparisons between synthesis 
using FT and AFTH of some  256256   images 
from SIPI database [4]. We use  120 nm  for 
AFTH  calculation  (5-6).  In  all  cases  the 
magnitude of “lenna” image is taken. All images 
have better PSNR value in case of synthesis using 
AFTH.  The  synthesis  results  of  phase  of  image 
“barbara”  and  magnitude  of  image  “lenna”  are 
shown in fig. 3. 

   
(a)  (b) 

   
(c)  (d) 

Fig. 3. (a) “barbara”, (b) “lenna”; (c) syntesis using FT; 
(d) synthesis using AFTH. 

 
Table 1. PSNR values for FT and AFTH 

synthesis. 

image FT synthesis AFTH synthesis 

airplane 16.663 18.347 
baboon 17.008 17.367 
barbara 18.823 20.264 

cameraman 12.949 13.435 
couple 19.564 21.902 

girl 18.364 20.096 
girl2 12.729 13.361 
girl3 11.881 12.697 
house 15.289 16.576 

jelly_beans1 17.885 19.009 
jelly_beans2 17.362 18.303 

peppers 17.712 18.569 
sailboat 13.976 14.683 
splash 15.065 16.046 
tiffany 15.941 17.467 

tree 12.477 12.820 

The  obtained  results  show  that  use  of  AFTH 
phase enhances the results of use of FT phase. 
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Signal restoration from phase of AFTH only 

There are uniqueness theorems [1] of function 
restoration to within a scale factor from phase 
only  information  of  its  discrete  Fourier 
transform.  In  this  article  we  present  the 
conditions  (Theorem 2)  under  which  the 

approximation  )()(
0

xcxf i

n

i
in 



   of 

),()( 2 - Lxf   is  uniquely  specified  to 

within a scale factor by phase of its AFTH.  
Fix  a  number  of  Hermite  functions  n .  Let 

)()(
0

xcxf i

n

i
in 



 ,  )()(
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xdxg i

n

i
in 



   are 

approximations of  ),()(),( 2 - Lxgxf  and 

are  not  even  and  not  odd;  )(, xnf ,  )(, xng  

denote  phases  of  AFTH  of  )(xf   and  )(xg . 

Let  )()( ,, xx ngnf     for  ),( -x   where 

0)(Re , xHF nf   and  0)(Re , xHF ng .  We 

will  determine  coefficients  nddd ,...,, 10   from 

known  nccc ,...,, 10 . 

Let   Tnn dddD ...10   be  a  column 

matrix of unknown coefficients. The condition 
that  the  phases  are  equal  when 

0)(Re , xHF nf   and  0)(Re , xHF ng   means 

that  )()( ,, xtgxtg ngnf    or 
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This condition can be rewritten in a matrix form: 
0nn DA , 

where matrix  nA  has  n  rows and  1n  columns, 

rows and columns are numbered from zero. 

We denote  k
l

k
m

kk
lm CCkp !2,  .   

2
n  is integer part 

of a number 
2
n . 

Theorem 1:  011 ccA - , 
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where  jb   denotes  thj   column  of  matrix  1nB , 

1,...,1,0,,...,1,0,,  njnib ji  are elements of 

1nB . Element    0,
2
nb  of matrix  1nB  is zero if n is 

odd and is  1
1
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Theorem 2: Let nF  be the minor of  )1( -n  order 

of  matrix  nA   obtained  from  the  matrix  nA   by 

deleting  the  zero  row  and  the  last  two  columns. 
Let  )()( ,, xx ngnf     for  ),( -x   where 

0)(Re , xHF nf   and  0)(Re , xHF ng .  Then 

)()( xfxg nn     for  const   if  and  only  if 

0nF . 

If  we  know  the  coefficients  nccc ,...,, 10   of 

approximation (1) of  ),()( 2 - Lxf  it is easy 

to calculate  the minor  nF  and  thus  to verify  the 

uniqueness  conditions  for  restoration  of 
approximation  )(xfn  by AFTH phase  )(, xnf . 

Conclusion 

In  this  article  an  approximation  of  Fourier 
transform  using  Hermite  functions  was 
considered.  The  algorithm  of  image  boundaries 
region  treatment  for  AFTH  and  FT  was 
introduced.  The  synthesis  results  of  phase  and 
magnitude  from  different  images  shows  the 
effectiveness of AFTH use. The found conditions 
of  uniqueness  of  approximated  function 
restoration  from  its  AFTH  phase  enable  us  to 
control AFTH phase based image processing. 
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 Various approaches to solving the problem of filtration of a continuous periodic signal 
distorted by stationary additive non-correlated noise are considered. Particular attention 
is paid to the case where the known signal period is non-divisible by the signal sampling 
period. 

 

Introduction 

The problem of  identification of a  continuous 
periodic  signal  S(t)  [1]  from  a  mixture  of  the 
signal  and  additive  amplitude  non-correlated 
noise  ξ(t)  is  simple  if  the  signal  period  T is 
known: 

)()( mTtStS  , m− integer.  (1) 

In this case, it is sufficient to unite M signal 
periods to be processed, for instance, in the 
zero period and to perform usual averaging: 
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            (2)                   

 
Here ξ(t + mT) is the additive noise in the m-th 
period. 
 
If,  in  sampling  a  mixture  of  the  signal  and 
noise,  the  signal  period  T contains  an  integer 
number 2L+1 of sampling intervals Δ, Eq. (2) 
transforms to 
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Lr 2,0 . 

Such processing in the case of stationary non-

correlated noise with a dispersion  2
 and zero 

mean  leads  to  reduction  of  the  signal/noise 
ratio by a factor of M, i.e., the noise dispersion 

acquires the value  M/2
 . 

Processing of a periodic signal whose period 
is non-divisible by the sampling interval 

The remainder of T/Δ is a simple fraction. Let 
us first consider the case where the signal 
period can be presented as  
 

 )/( sqNT                                     (4) 

 
where q/s is a rational fraction (0 < q/s < 1). 
 
An  analysis  of  a  sequence  of  the  adjacent 
signal  periods  shows  that  the  number  of 
different variants of the distribution of samples 
over  the  period  T coincides  with  the  fraction 
denominator s. 
 
If the number of processed periods is sM, then 
periods  with  identical  arrangement  of  the 
samples  inside  the  period  are  first  grouped, 
and then they are processed in accordance with 
Eq.  (3).  As  a  result,  the  signal/noise  ratio 
decreases by a factor of M. 
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Uniting the resultant s periods into one, we 
obtain the period  
 

sqsNT /)(  ,                 (5) 

 
inside which  the samples are  located with  the 
sampling  interval  Δ/s.  As  the  number  of 
samples  in  the  unitedperiod  is  greater 
approximately by a factor of s than the number 
of  samples  in  an  individual  period,  this  fact 
can be used  to  further  reduce  the  signal/noise 
ratio by a factor of s. The total decrease in this 
ratio  is  sM without  distortion  of  the  periodic 
signal with a limited number of harmonics. 
 
Another  method  of  filtration  of  the  periodic 
signal  is  possible.  Multiplying  the  left  and 
right  sides of equality  (4) by  the denominator 
of  the  rational  fraction q/s, we obtain  another 
period (T1), which is divisible by the sampling 
interval Δ: 
 

 )(1 qsNsTT .                 (5a) 

 
This period contains harmonics with the index 
divisible by s, and dispersion is decreasing at S 
times. 

Application of analytical transformations 

Let us consider a periodic signal with an odd 
number of harmonics (the value of N + 1 is 
odd): 
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If we know the values of f(tr) on the set of 
abscissas tr  (r = 0,N ) on the time interval 
T (−0.5T < t0 < t1 < t2 < . . . < tr < . . . < tN 
< 0.5T ), then this signal can be correctly 
described by the identity [2] 
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For an odd number of samples, the sampling 
function is [2] 
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If  the  number  N +  1  (number  of  samples)  is 
even in the formula for the sampling function, 
there  appears  the  factor  
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After  preliminary  processing  of  the  entire  set 
of  periods  and  constructing  the  mathematical 
description for each period,  the final  filtration 
reduces  to  summation  of  the  mathematical 
descriptions  of  all  M periods  and  subsequent 
division of this sum by the number of periods. 
 
The  signal  reconstruction  error  dispersion 
caused  by  amplitude  non-correlated  noise  of 
the samples becomes smaller by a factor of M 
than  the  dispersion  in  the  case  of  signal 
filtration over one period. 

Filters with a finite pulse characteristic 

Let us consider the use of filters of lengths L = 
2n + 1 [3] and L = 2n with the sampling 
functions 
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These  filters  do  not  distort  the  signal  of 
frequency  ω and  reduce  the  signal/noise  ratio 
because the noise dispersion after filtration is 
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If  the  signal  contains  only  one  harmonic,  the 
non-divisibility  of  the  period  T by  the 
sampling interval Δ does not affect the process 
of  non-correlated  noise  suppression;  as  the 
filter  length  is  increased,  the  residual  noise 
dispersion decreases approximately by a factor 
of n in accordance with Eqs.  (12a) and (12b). 
If  the  signal  contains  several  harmonics,  the 
non-divisibility of the period T by the interval 
Δ  leads  to  mutual  penetration  of  harmonics 
into  the  results  of  filtration  of  an  individual 
harmonic. 
 
The  coefficient  of  transmission  of  the 
frequency λ by the filter tuned to the frequency 
ω is determined by the obvious relation for the 
filter of length L = 2n + 1: 
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the corresponding relation for the filter of 
length L = 2n is 
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Using  Eqs.  (8a),  (8b),  (9a),  (9b),  (10a),  and 
(10b),  we  can  construct  a  system  of  linear 
equations preventing the mutual penetration of 
harmonics. 
The analysis performed in this paper allows us 
to  estimate  the  minimum  possible  error  of 
filtration  of  a  continuous  periodic  signal 
distorted by stationary additive non-correlated 
noise; with minor complications of processing 
algorithms,  it  is  also  possible  to  take  into 
account  the  non-divisibility  of  the  signal 
period T by the signal sampling interval Δ. 
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This paper presents an approach to the definition of the rotation parameters 3D images 
based on Hough transform. Approach to computing optimization presented algorithm on 
the  basis  of  the  CUDA  technology  is  shown.  The  algorithm  of  finding  parameters  of 
rotation on the basis of Hough transform on the CPU and GPU is described. 

 

Introduction 

One  of  the  tasks  which  are  often  solved  at 
processing  of  three-dimensional  images  is 
estimate  the  parameters  of  rotation  three-
dimensional  objects.  With  the  known 
numbering  of  points[1],  for  example  in 
astroorientation  systems  where  parameter 
estimation step is preceded by identification of 
stars in the frame, parameter estimation can be 
performed by matrix method, and the solution 
of  this  task  doesn't  cause  difficulties.  In 
situations  where  the  observed  image  is 
affected  by  various  noising  factors,  unknown 
numbering  of  points  original  object  and 
observed object, does not match  their number 
of points, the observed object is presented by a 
fragment,  determination    parameters  of 
rotation  by  a  matrix  method  becomes 
impossible.  The  solution  to  this  problem  is 
possible  on  the  basis  of  the  correlation 
algorithms,  but  it  has  highly  complexity  in 
conditions  priori  uncertainty  about  the 
parameters of rotation, scaling and transfer and 
it difficult  to  implement  in  real or near  to  the 
time scale. To increase the performance of the 
algorithm was proposed to use the technology 
NVIDEO CUDA. 
The  main  method  is  developed  by  Hough 
transform.  The  main  advantages  of  this 
method  is  its  invariance  to  the  numbering  of 
points.  Introduced in [2] modified generalized 
Hough  transform  allows  to  determine  the 
coordinates centers of the shape independently 

of  the  rotation,  scaling  and  shift  parameters. 
However, this transformation does not allow to 
determine the rotation parameters. 

Defining the parameters of rotation 

Rotation  points  of  three-dimensional  object 
can be described by a rotation tensor [3] 
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where P - the tensor of rotation,   - a sign of 
the  tensor  product,  mm -  second-order 
tensor,  m  -  axis  of  rotation,    -  the  angle  of 
rotation around the axis and E - the unit tensor 
Rotation  is  described  by  the  following 
expression 

Pvv                                                       (2) 
where  v   -  the  rotating  vector,  v -  the  source 
vector. 
Then the rotating vector is defined as: 
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On  the  basis  of  (3)  to  create  expressions  for 
determining  the  coordinates  of  the  rotated 
vector: 
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Solving (4) with respect to m1, m2, m3 get 
two solutions. The first solution: 
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The second solution: 
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View  of  function ),,,,,,( 3213211  vvvvvvf ,

),,,,,,( 3213212  vvvvvvf , ),,,,,,,,( 321321213  vvvvvvmmf ,

),,,,,,( 3213211  vvvvvvf , ),,,,,,( 3213212  vvvvvvf and

),,,,,,,,( 321321213  vvvvvvmmf   is  presented  in  the 

appendix. 
At  determining  parameters  of  rotation  original 
data  is  coordinates  points  [4,5]  of  original  and 
processed 3D images. On the basis of coordinates 
points can be calculated the normal vectors to the 
surface  of  the  object,  that  rotate  similarly  object 
and insensitive to the transformation of the offset. 
At  determining  parameters  of  rotation  it  is 
necessary  to  estimate  four unknown parameters: 
three  parameters  –  coordinates  of  an  axis  of 
rotation  and  the  fourth  -  angle  of  rotation. 
According  to  expressions  (5-6)  free  parameter 
Hough  transform  is  the  angle  of  rotation. 
Coordinates vectors of normal to a surface of the 
original and rotated objects will be basic data for 
determination  parameters  of  rotation.  For  free 
parameter  it  is  necessary  to  set  limits  of  its 
change.  For  an  unambiguous  choice  of  the 
direction axis of rotation, the angle α is set in the 
range of from 00 to 1800.Since each normal vector 
of  the  original  object  is  compared  to  the  each 
normal  vector  of  rotating  object,  the  present 
version  Hough  transform  is  not  sensitive  to  the 
numbering of points. 
At calculation coordinates of axes rotation for the 
next vector of  a normal of original object  and a 
vector  of  a  normal  of  rotated  object  find 
coordinates  of  axis  of  rotation  at  some  angle  α. 
Since the angle α will take all possible values, the 
result is determined the coordinates of the axes of 
rotation  possible  in  the  given  conditions,  the 
intersection it in the accumulate array, which will 
peak.  When  calculating  the  rotation  parameters 
are  situations  where  solutions  of  (5)  and  (6)  do 
not  exist  or  do  not  satisfy  the  normalization 
rotation axis m. In this case, the vote is not carried 
out and it is believed that the rotation with these 
parameters is not possible. 

Since  the  unknowns  are  the  four  parameters  of 
rotation,  then  the  accumulate  array  should  be  a 
four-dimensional  array,  which  makes  the 
implementation  of  this  algorithm.  However,  as 
the vector of the rotation axis is normalized, and 
for its representation two of its component there is 
enough  knowledge,  and  the  third  can  be 
calculated  to  within  a  sign.  In  this  regard, 
proposed  to  use  an  array  of  three-dimensional 
accumulate  array  ],,[ zy mmA   comprising  the 

coordinates rotary axis y, z and the rotation angle. 
As  the knowledge  of  coordinates of peak  in  the 
accumulate array doesn't allow to define directly a 
sign the third components of a vector of an axis of 
rotation,  It  is  necessary  to  re-calculate  the 
coordinates of the axes of rotation and if indexes 
of  accumulate  array  received  thus  coincide  with 
found  earlier,  the  calculated  values  of  the 
coordinates  of  the  rotation  axis  and  the  rotation 
angle  is  taken  as  the  evaluation  parameters  of 
rotation. 
In view of  the algorithm for  finding  the  rotation 
parameters  based  on  Hough  transform  will 
include the following steps: 
1. The  calculation  of  normal  vectors  of  the 
original and the rotated object. 
2. Given  the  normal  vector  of  point  of  the 
original object - v . 
3. Given  the  normal  vector  of  point  rotating 
object -  v  . 

4. For a certain angle of rotation α of the normal 
vectors  of  points  of  the  original  object  and  the 
rotating object 
5. Calculation  in  accordance  with  the  (5,6) 
coordinates axis of rotation 
6. If  the  axis  of  rotation  exists  and  its  length  is 
equal  to  unit,  the  corresponding  cell  of  the 
accumulate array is incremented  ],,[ zy mmA . 

7. Finding  the  index  of  the  peak  in  the 
accumulate array. 
8. Repeat steps 1 - 6 and search matched cell to  
index of peak accumulate array. 
9. End. 

The algorithm for finding the parameters of 
rotation on the GPU 

The  algorithm,  finding  parameters  of  rotation 
(fig.  1),  has  three  enclosed  cycles,  a  choice  a 
vector of a normal original object, a vector of a 
normal  rotated  object  and  value  an  angle  of 
rotation. Thus, the complexity of the algorithm 
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for  determining  the  parameters  of  rotation  is 
O(n3). 
Implementing  this  algorithm  on  the  CPU 
involves  the  use  of  three  enclosed  cycles,  as 
already shown,  is  the choice vector of normal 
original  object  (Fig.    rectangle  1),  vector  of 
normal rotating object (Fig.   Rectangle 2) and 
the  value  of  the  angle  of  rotation  (Fig.   
Rectangle 3 ).  

 
Fig. 1 The algorithm for finding the parameters of 

rotation on the Hough transform implemented on the 
GPU 

 
In  this  triple  loop  conducted  the  check  of 
existence vector axis of rotation with the given 
parameters  of  rotation  and  unit-length  vector 
axis  of  rotation.  After  verification  carried  the 
vote  in  a  three-dimensional  accumulate  array. 
The  implementation  of  the  algorithm  for 
finding the parameters of rotation on the GPU 
suggests that the first two cycles, select vector 
of normal for original object and select vector 
of normal for rotating object  (Fig.    rectangle1 

and  2)  are  defined  on  the  GPU  as  a  two-
dimensional  Grid.    Its  horizontal  dimension 
defined  by  the  number  of  counts  the  normal 
vector  for  original  object  and  the  vertical  
number  of  counts  the  normal  vector  for 
rotating object. 
The  GPU  is  made  the  third  cycle  -  the 
enumeration of the possible values of the angle 
of  rotation  α  (Fig.  rectangle  3),  checking  the 
existence  vector  axis  of  rotation  for  given 
rotation  parameters,  check  the  unit  vector 
length  axis  of  rotation.  If  the  vector  axis  of 
rotation  exists  and  its  length  a  unit,  that 
determined  the  index  of  cell  the  three-
dimensional  accumulate  array.  Similarly,  for 
this function are provided with the appropriate 
specified __ device__.  
All combinations of the rectangular coordinate 
grid,  comprising  numbering  threads,  defines 
all  possible  combinations  of  the  normal 
vectors  original  object  and  normal  vectors 
rotating  object.  It  provides  parallel  execution 
on  the  GPU  enumeration  algorithm, 
implemented  on  the  CPU  in  the  first  two 
cycles  of  the  algorithm  for  finding  the 
parameters  of  rotation.  Each  thread  of  two-
dimensional grid is loops in a cycle values the 
angles of rotation (Fig.  rectangle 3) and finds 
the  coordinates  of  the  rotation  axis.  Since  all 
the  threads  run  in  parallel  on  GPU,  for  a 
guaranteed vote in the accumulate array by all 
threads,  the  operation  addition  in  cells  is 
implemented using atomic operations (GPU). 
Analysis  of  the  performance  showed  that  the 
use  of  NVIDIA  CUDA  technology  to 
implement  an  algorithm  for  determining  the 
parameters  of  the  rotation  based  on  Hough 
transform  provides  a  reduction  of  the 
computation time of up to 140 times compared 
to the CPU 
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Appendix 

Solution 1: 
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Solution 2: 
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Image  segmentation  is  a  challenging  task  that  is  involved  in  almost  every  image 
processing  system.  Nowadays,  methods  based  on  graph  theory  are  more  and  more 
popular. Nevertheless fully automatic methods that are both precise and robust are still 
hard to find. In this paper a new method based on shortest path in a graph is presented. 
This  method  automatically  places  seed  points  that  are  further  used  for  image 
segmentation in the sense of path basins. 

 

Introduction 

Image segmentation is one of many fundamental 
problems in computer vision. Currently there are 
many  different  approaches  for  solving  this  task 
that are more or less successful. The gestalt theory 
described by Wertheimer  in  [6]  shows  that both 
boundary and region information should be used. 
In that case a segmentation method should lead to 
results that are precise and meaningful at the same 
time. Methods based on graph theory are capable 
of  use  both  of  these  information  and  still 
producing results in an efficient way. 

Related work 

Using graph  theory  for  image analysis  is getting 
more  and  more  popular  nowadays.  Image 
segmentation  methods  based  on  graph  theory 
could be divided into five classes: methods based 
on shortest paths, minimal spanning  trees, graph 
cut based methods with  cost  function, graph cut 
based methods on Markov random fields and the 
rest [1]. 
Further categorization could be done  in sense of 
interactivity that needs to be done before running 
the algorithm. Probably the best known methods 
for image analysis that is based on graph theory is 
graph cut [8] and random walker [5]. This method 
could  be  used  not  only  for  image  segmentation 
but basically  for  any kind of  energy minimizing 
tasks as well.  
While  these  methods  are  both  efficient  and 
precise they’re also interactive. Therefore a set of 

user-defined or prelabeled pixels  (so  called  seed 
points) must be given. These seed points could be 
obtained  by user  interaction or by  some kind of 
preprocessing  where  an  apriori  information  is 
needed. But not always such a preprocessing step 
or user interaction is possible and/or demanded. 
Felzenszwalb  and  Huttenlocher  presented  in  [2] 
an  automatic  segmentation  method  based  on 
minimal  spanning  trees  that  incorporates 
differences  between  two  sub-graphs  and 
differences  inside  a  sub-graph.  Another  well-
known  automatic  method  that  is  often  used  for 
method efficiency comparison was published by 
Shi  and  Malik  in  [3].  Here  the  minimization 
problem  is  formulated  into  a  generalized 
eigenvalue  problem.  Another  automatic  method 
can be found in [4]. 

Representing an image as a graph 

The  algorithm  presented  here  is  based  on  graph 
theory  thus  it  is  necessary  to  represent  an  input 

image as an undirected weighted graph   ),( EVG . 

Each node 
Vvi   corresponds to an image pixel 

and  edges  from  the  set  E   connect  nodes  with 
respect  to  a  neighborhood  system,  Von 
Neumanns neighborhood was used in this work.  

For each edge 
Evv ji ),(

 a positive weight  jiw ,  
is  calculated  that  corresponds  to  a  similarity 
measure  between  two  nodes.  There’s  plenty  of 
possibilities how to calculate these edge weights. 
Probably  the  most  simple  take  use  of  absolute 
intensity difference: 
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,)Im()Im(, jiji vvw -   (1) 

 

where 
)Im( iv
  corresponds  to  image  intensity  of 

the node 
)( iv
. The formula (1) is simple and very 

fast  to  compute,  however,  it  doesn’t  reflect  any 
higher  information  of  the  image  and  in  some 
cases its growth could be to slow. Thus we used 
in  our  work  different  well  known  formula    [8], 
[1]: 
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where   could be interpreted as a camera noise 
or  expected  intensity  difference  inside  the 
segmented object [8]. 

Algorithm overview 

The algorithm presented here is based on shortest 
path in a graph representing a segmented image. 
The shortest path is calculated in the sense of the 
single  source variant of Dijkstra’s algorithm [7]. 
That  means  that  for  a  given  source  point  the 
shortest  paths  to  all  other  nodes  in  a  graph  are 
calculated.  To  achieve  better  efficiency  of  the 
algorithm  it  is  possible  to  stop  the  calculation  if 
there’s no point that is closer to the source than a 
prespecified distance (threshold). 
All points that are closer than this threshold form 
a basin and are considered to be in the same class. 
After  the basin  is determined another  seed point 
needs to be chosen. Picking new seed point isn’t 
straightforward  and  it’s  described  in  the  next 
section. 
Once  all  points  have been  labeled  the  algorithm 
ends.  Few  postprocessing  steps  could  be  done. 
For example it is possible to merge classes where 
the merging procedure could be driven by mean 
intensity difference of appropriate seed points or 
whole path basins. 

Choosing seed points 

To  be  the  method  automatic  some  heuristic  for 
choosing seed points needs to be used.  
A naive  approach  is  to  choose such a point  that 
most  differs  from  previous  seed  point.  The 

difference  could  be  represented  by  intensity 
difference  or  geometric  distance,  for  example. 
The  main  drawback  of  this  approach  is  that  the 
two  most  different  areas  will  switch  among 
themselves until all their points will be considered 
as the seed points. 
To overcome this problem we used a penalizing 
energy.  This  energy  will  increase  in  the 
neighborhood of  current  seed point  thus making 
less possible that a point from this neighborhood 
will be chosen. The easiest way how to define the 
proper  neighborhood  is  to  use  the  Euclidean 
distance.  It  is  reasonable  to  decrease  the 
penalizing energy with increasing distance so that 
the farther points get lower penalty.  
Nevertheless,  using  the  Euclidean  distance 
doesn’t  take  into  account  information  from  any 
local  image  features.  Therefore  points  that  are 
close  to  the  seed  point  but  from  different  class 
would be penalized as well. Hence it is reasonable 
to involve an image feature that would tell us that 
we  are  crossing  boundary  between  different 
classes.  Using  intensity  gradient  as  this  image 
feature  is a good start. Points with high gradient 
represent  the  boundary  points  but  crossing  them 
doesn’t necessary mean that we are crossing to a 
different class. 
 

 
(a)  (b) 

 
(c)  (d) 

Fig. 1: In the input image (a) two seeds (cross and 
circle) are chosen. In figures (b) and (c) local energy of 

given seeds are shown, fig. (d) shows accumulative 
penalizing energy. 

 
Better solution could be obtained again using the 
single source shortest path algorithm. Points with 
high gradient (edges) will stop the algorithm from 
further  propagating  but  still  the  algorithm  can 
reach  the  points  from  the  same  class  that  are 
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behind these edges. Another advantage is that we 
already  had  computed  these  distances  from 
previous  step. The  energy at a point  is  therefore 
set  to  an  opposite  value  of  the  shortest  path  as 
shown in equation (3): 
 

),,()( spdisttpE -   (3) 

 
where  t  represents  distance  threshold  for 
algorithm  propagation  and  ),( spdist   is  the 

distance of  a point  p  from a  seed point  s  in  the 
sense of shortest path. 
Example  of  local  energies  for  different  seed 
points  as  well  as  overall  energy  for  choosing  a 
new seed point is shown in fig. 1. 
To  overcome  the  preference  of  choosing  a  new 
seed  point  near  an  edge  in  the  image  the  final 
energy  )( pE f   at  a  point  p   is  calculated  as  a 

weighted  mean  of  calculated  energy  )( pE   and 

image gradient  )Im(p  at the same point: 

 
  )Im(1)()( ppEpE f -    (4) 

 
Once  a  seed point  is  chosen  this  local energy  is 
added to the overall (accumulative) energy. Than 
the next seed point will be chosen as a point with 
the smallest value of this energy. 

Experiments and results 

Here presented method was  applied on different 
kind  of  images  to  show  its  usability.  In  all 
experiments  we  use  the  same  values  of 
parameters,  specifically:  distance  threshold 

150t ,  weighting  coefficient  5.0   and 
number  of  iterations  was  set  to  30.  The  first 
experiment was the segmentation of Lena image 
(fig.  2).  The  segmentation  leads  to  meaningful 
results as shown in fig. 2 (d). Due to shading the 
face  on  the  image  is  heterogeneous  in  image 
intensity and thus it was split to more regions. 
 

   
(a)  (b) 

   
(c)  (d) 

Fig. 2: Input image (a) is sequentially analysed and seed 
points are placed in it (b). Accumulative energy is 

shown in (c) and final segmentation in (d). 

 
Another  experiment  was  made  on  a  medical 
image  (fig.  3).  It  is  a  slice  of  CT  of  abdomen 
where  the main part of  the  image  represents  the 
liver.  As  shown  in  fig  3  (d)  the  liver  was 
segmented well but no seed was placed inside the 
hypodense  tumor  which  is  localized  left  in  the 
liver. This is due to low contrast in the image in 
which case the spread of energy of one seed isn’t 
affected with high image gradient. 
 

   
(a)  (b) 

   
(c)  (d) 

Fig. 3: Input image (a) shows a tomographic image of 
liver. Placed seed are shown in (b), accumulative energy 

is shown in (c) and final segmentation in (d). 

 
Another  possible  drawback  of  this  method  is  its 
iterative  character.  In  the  case  where  the  input 
image consists of higher number of smaller objects 
or  of  non-homogenous  objects  the  method  needs 
higher  number  of  iterations  to  segment  the  whole 
image. An example of this situation is shown on the 
well-known painting The Creation of Adam shown 
in fig. 4. The black regions in fig. 4(c) correspond to 
points  that  aren’t  in  any  path  basin.  Increasing 
number  of  iterations  could  deal  with  this  problem 
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but it could also yield to an oversegmentation of the 
input image. 
 

 
(a) 

 
(b) 

 
(c) 

 
(d) 

Fig. 4: Segmentation of painting The Creation of Adam 
(a). Automatically placed seeds are shown in (b), 

corresponding accumulative energy is shown in (c) and 
final segmentation in (d). 

Conclusion 

A new algorithm based on shortest distance in a 
graph was presented in this paper. This algorithm 
automatically places seed points in the image. A 
basin  for  each  such  placed  seed  point  is  then 

calculated  and  represents  an  image  region.  To 
place  the  seed  points  in  a  meaningful  way  an 
accumulative  energy  is  calculated  after  a  seed 
placement. This energy is based on single-source 
Dijkstra’s  algorithm  for  shortest  path  and  image 
gradient is incorporated as well. New seed is then 
chosen  as  a  point  with  smallest  accumulative 
energy. 
The performed experiments show the usability of 
this  method  on  wide  range  of  image  types.  A 
possible  improvement  of  this  method  could  lay 
for example in the merging of obtained regions or 
in improvements of placing the seed points. The 
method could be also seen only as a method for 
automatic  placement  of  the  seed  points  and  the 
segmentation could be done with another method, 
e.g. graph cut [8] or random walker [5]. 
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This paper proposes  two embodiments of  secret  sharing schemes on non-equal shares 
with  an  essentially  small  part  of  the  secret  for  secure  storage  and  video  information 
processing  in video data centers, which are based on RGB-representation  (RBG: Red, 
Green,  Blue)  of  each  video  frame.  For  each  of  the  proposed  scheme  software 
implementation in the programming environment Borland C + + Builder 6 is made. 

 
Statement of the problem 

Now  offered  enough  suitable  secret 
sharing schemes, such as  for example  [1]  and 
[2],  but  these  works  are  not  carried  out  a 
fundamental emphasis on the size of the secret. 
And just as no studies on the application secret 
sharing  schemes  to  ensure  the  confidentiality 
of video data when they are stored on servers 
in  the  data  center.  Thus,  in  this  paper  we 
propose two variants of secret sharing schemes 
for  unequal  shares,  where  part  of  the  secret 
will  only  be  a  small  part  of  the  transmitted 
video. 

Description of the first secret sharing 
schemes 

Suppose  there  is  a  stream  of 
uncompressed  video  information  expansion 
MxN. Initially this is the division of the video 
stream into frames, then for each frame pixels 
line  by  line  reading  is  performed  (from  1  to 
M). For each pixel of each line read there is its 
representation in the RGB format, that is three 
decimal numbers from 0  to 255,  the values of 
which  are  translated  into  a  binary  number 
system  and  recorded  one  after  the  other.  The 
result is a bit sequence consisting of 24 bits. 
T =[ 1r 2r 3r 4r 5r 6r 7r 8r 1g 2g 3g 4g 5g 6g 7g 8g 1b

2b 3b 4b 5b 6b 7b 8b ],  wherein  1r - 8r , 1g - 8g , 1b - 8b  

–  serial  number  24  bit  sequence.  Above  each 
sequence  the  following  permutation  is 

performed:  T =[ 1r 1g 1b 2r 2g 2b 3r 3g 3b 4r 4g 4b

5r 5g 5b 6r 6g 6b 7r 7g 7b 8r 8g 8b ]. 

Next, the sequence T  is divided into 
blocks of four bits, which are the fractional 
part of decimal numbers  ia : 

1a =0, 1r 1g 1b 2r ;  2a =0, 2g 2b 3r 3g ; 

3a =0, 3b 4r 4g 4b ;  4a =0, 5r 5g 5b 6r ; 

5a =0, 6g 6b 7r 7g ;  6a =0, 7b 8r 8g 8b . 

Thus, for each pixel line of the image, an 
array  A   dimension  6 M   is  made  consisting 
of  the  received  pixel  for  each  ia   pixel  of  the 

image line. Next the average value of an array 
is found  A :  

6

1

6

M

i
i

A

a

sr
M







        (1) 

and  formed  a  new  array  A   dimension  6 M  

consisting  of  elements  i A ia sr a - ,  wherein 

1..6i M  ,  Asr - the value obtained in (1). 

Next  is  the  new  array  F ,  dimension 
6 N  and consisting of elements: 

1 12i i i if a a a-  -  - , if  1i   and  6i M  ; 

1 12i i if a a a- -  - , if  1i   and  6i M  ; 

6 12i M i if a a a  -  - , if  6i M   and  1i  . 

From  the  right-hand  side  of  the  above 
equation  we  can  compile  a  square  and 
symmetrical  with  the  respect  to  the  diagonal 
matrix of the form: 
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2 1 0 0 0 0 1

1 2 1 0 0 0 0

0 1 2 1 0 0 0

. . . . . . .

0 0 0 1 2 1 0

0 0 0 0 1 2 1

1 0 0 0 0 1 2

H

- - 
 
- - 
 - -
 

  
 - -
 

- - 
 - - 

  (2) 

All  the  elements  of  the  array  F   is  less 
than 1,  that  is  1if  . From the experiments  it 

was found that for later recovery of secretions 
it  is  necessary  to  make  the  calculation  of  the 
elements  of  the  array  F   up  to  six  to  nine 
decimal places. 

In various cases, the following can serve 
as a key:  

a)  The  sequence  of  the  signs  of  all 
elements in the array  F , in such case an open 
information  is  an  array  F   dimension  6 M N   

and  is  composed  of  elements  if .  The  user 

will receive a key sequence of the signs of the 
elements of the array  F , which is compressed 
without  loss  by  the  principle:  --  - ; 

-- ;  -- ;   . 
b) The sequence of the signs of some of 

the elements of  the array  F , whereas  in such 

case  an  open  information  is  an  array  F  
dimensionality  6 M N  . The user will receive a 
key  sequence  consisting  of  retired  characters 
and places of their withdrawal. 

c) A  sequence  consisting  of  the  average 
values  Asr obtained from (1). 

Figure  1a  shows  the  original  image 
frame, and Figure 1b - shows a picture frame, 
for  example,  when  an  attacker  attempts  to 
recover  the  original  image  frame  on  the 

elements  if   of  the  array  F .  Recovery  is 

made  by  direct  translation  of  the  array  F  

elements  if   in  the pixel values in  the format 

of RGB. 

 
a)                                b) 

Fig. 1 The original frame image (a), the frame image 
when you try to restore it by the elements of the array 

(b) 

From  the  figure1b  it  is  clear  that  when 
you  try  to  restore  the  original  frame  image, 
some  hard  edges  of  image  are  observed.  To 
avoid  the appearance of  these boundaries  it  is 
possible  to  implement  the  transformation  of 
the original frame in a few rounds, two rounds 
are  often  enough.    The  resulting  image  after 
the first round is rotated 90 degrees (clockwise 
or counterclockwise) and  is  the second round. 
It  is also possible,  for example,  instead of  the 
second  round  perform  a  permutation  of  rows 
and columns as described in [3]. 

Figure 2 shows the image obtained when 
trying  to  restore  the  original  frame  image  in 

the presence of an attacker array  F , consisting 

of  the  elements  if ,  after  two  rounds  of 

transformation  of  the  original  frame  without 
performing  any  permutation  of  the  columns 
and rows of  the  image after  the  first  round of 
transformation. 

 
Fig. 2 Frame image when you try to restore it by the 

array elements after two rounds of the transformation of 
the initial frame image 

Restoring the original image. 

The  user  has  the  key  S   and  data  F . 
Since  the  rapid  reconstitution  of  the  secret  is 
required  it  is  supposed  to  use  the  Jacobi 
method,  the  matrix  H   shown  in  (2). For  this 
matrix are the eigenvalues  i  and eigenvectors 

i ,  then  the  secret  can  be  recovered  in  the 

following  way:  F A S ,  where  A   -  is  the 
sought-for secret. 

1. 
6

1

M

i i
i

S




     ( , )i iS   ,  i.e.,  the 

scalar  multiplication  of  vectors  S   and  i , 

where  S   -  the  key  (numeric  vector),  i -  the 

scalar  multiplication  of  the  vector  S   by  the 
eigenvectors  i  of the matrix  H . 
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2.  We  find  the  elements  of  the  vector
6

1

M
i

i
i i

A





 


 .  Source  array  elements  A   are 

equal  i A ia sr a - . After reverse permutation (

T T ), and performing the conversion value 
of  the  pixels  from  binary  to  decimal,  will  be 
able to restore the original image. 

Description of the second secret sharing 
scheme 

Let us consider the problem of storing a 
large number of data sets, the record length of 
which  vary  considerably.  Suppose  n   bit 
vectors  1,..., nA A   which  dimensions  are  equal 

to  1,..., nM M ,  respectively,  and  the  variance 

iM  is evenly distributed in a fairly large range.  

In  this  case,  there  arises  a  problem  of 
economical  data  records  which  is  currently 
solved  in  different  ways,  e.g.,  sharding,  the 
introduction  of  various  types  of  data  such  as 
CHAR  and  VARCHAR,  separation  of  data 
markers  ,  the  creation  of  disk  arrays  such  as 
RAID 0.  

Consider the algorithm, which is a delta-
primitivism code Elias (universal code for the 
encoding  of  integers,  developed  by  Peter 
Elias) [4]. The first  l  bits are zeroed, where  l  
-  is  the  length of  the  record number  n   in  the 
binary system, then the record itself is number 
n   in  the binary system,  for example, suppose 
we are given  3n   bit vectors,  then write  the 
number  n  in binary notation is 11, then  00l 
.  Therefore,  the  first  step  we  obtain  the 
following  sequence  of  numbers  -  0011.  Next 

im   bits  are  filled  with  zeros  where  im   -  the 

number of bits required to record the length of 
the vector  iA  in the binary system.  

Hence,  in  the  above  example  3n    , 
there  are  three  bit  vectors  1A ,  2A ,  3A ,  let 

1 111011A  ,  2 10111A  ,  3 101A  ,  then  the 

dimension  of  these  bit  sequences  are  equal 

1 6M  ,  2 5M  ,  3 3M  ,    respectively 

1 000m  ,  2 000m  ,  3 00m  .  Thus,  the 

second  phase  would  have  the  following 
sequence - 0001100001010011. The third step 
is to generate a sequence of consecutive record 
vectors themselves  1A ,  2A ,  3A . So,  the above 

example  would  have  the  following 
sequence:00110001100001010011111011101
11101. 

It  is  also  possible  to  use  the  method 
proposed  above  as  the  basis  of  secret  sharing 
schemes  for  the  video  stream,  and  we  try  to 
construct  an  algorithm  that  does  not  require 
significant computational resources. 

Suppose  there  is  a  certain  flow  ("TV"), 
the format of 720x576 pixels at 25 frames per 
second in the format RGB. 

Dividing the given stream into frames is 
made.  By-line  reading  of  pixels  frame  is 
produced, and then for each pixel of the line its 
values  in  RGB  format  in  the  binary  system 
(dimension  of  24  bits,  ie  8  bits  for  each 
color)is found  and written one after  the other 
in a single line, creating a sequence consisting 
of zeros and ones. Each sequence of quite long 
lines of read pixel is divided into  n  bit vectors 

1 2, ,..., nA A A   ,  of  different  dimensions 

1,..., nM M . In its turn, the following operations 

are  performed  over  the  received  bit  vectors 

1 2, ,..., nA A A :  2 3 4X A A    ,…, 

2 1n n nX A A- -  ,  1 1n nX A A-     (where  « » 

-  bitwise  addition  modulo  2),  received  bit-
vectors  1 2 1, ,..., nX X X -   are  written  one  after 

the other. It should be noted that the bit vectors 

1 2, ,..., nA A A   have  different  dimensions  and 

when executing « » if  1n nA A-   or  1n nA A- 

,  smaller  bit  sequence  is  complemented  to  a 
greater  bit  sequence  own  repetition  symbols, 
right,  starting  with  the  first.  Performing  the 
operation  « »  must  retain  the  record  length 
of  the  received  bit  vectors  iX ,  that  is  zeros 

received previously are not trimmed. 
The  resulting  prefix  bit  vectors 

1 2, ,..., nA A A   for  direct  entry  padded  to  the 

right  a  bit  vector  1A   and,  for  example, 

maintained by the user. Recorded one after the 
other  bit-vectors  1 2 1, ,..., nX X X -   are 

transferred to the data center. 
Also  to  get  bit  vectors  1 2 1, ,..., nX X X -  

instead of the operation « », we may use one 
of  the block cipher encryption modes  such as 
CBC  (Cipher  Block  Chaining),  CFB  (XOR 
mode  with  feedback,  Cipher  Feedback).  This 
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is  necessary  to  remove  a  possible  correlation 
between the bit vectors  1 2 1, ,..., nX X X - .  

Thus,  if  the  attacker  gets  to  know  the 
sequence  consisting  of  a  series  of  vectors  iX  

stored,  he  will  not  be  able  to  restore  the 
original  sequence  without  knowledge  of  the 
generated  prefix.  If  the  bit  sequence  is  stored 
at the data center server and the prefix is kept 
by the client, the proper level of confidentiality 
of  stored  information  will  be  provided.  If  the 
attacker attempts to recover the original frame 
image,  knowing  the  original  image  size,  and 
only a bit sequence without a prefix, the result 
will  be,  for  example,  the  following  image 
(Figure 3). 

     
a)                                   b) 

Fig. 3 The original frame image (a), the frame image 
when you try to restore  it without the knowledge of the 

prefix 

 
But  even  if  the  attacker  will  know  the 

part of the prefix and the data will be divided 
into equal parts, but not  1A   , he will  still not 

be  able  to  restore  the  original  image  as  the 
problem  is  reduced  to  solving  the  uncertain 
system of  n  equations with  1n   unknowns: 

2 3 1

1 1

.........

n n

A A X

A A X -

 


  

 

You can only restore the image selection 
bits, but when  the  record  length  1A   is greater 

than  80  bits,  the  task  becomes  fundamentally 
unsolvable,  because  it  is  impossible  to  fulfill 
the computing using the equipment available. 

Restoring the original image. 

Assume  that  the  user  has  full  prefix 
formed  on  stage  secret  sharing,  with  a 
recorded track bit vector  1A . The server stores 

the  data  center  portion  of  the  recorded 
sequentially one after the other bit vectors  iX . 

Image size standard and it is known to all.  
1) First,  the  analysis  of  the user's prefix 

is  realised.  The  number  of  first  l   bit  prefix 

member,  equal  to  zero  is  analyzed.  After 
recording  a  sequence  of  zeros  we  choose  the 
sequence  consisting  of  ones  and  zeros,  which 
is equal to the length of a previous sequence of 
zeros. The selected sequence is translated from 
binary  to  decimal,  and  thus  determine  the 
number of bit vectors  iA . 

2) The next step calculates the number of 
zeros written after the binary representation of 
bit  vectors.  And  after  these  zeros  the  bit 
sequence  is  counted  by  the  number  of  zeros. 
The resulting bit sequence is equal  to  the size 
of the binary  1M  vector  1A . 

3) Next, a similar operation is carried out 
step  2)  for  the  total  number  of  vectors  iA

defined in 1). 
4) Thereby resulting in the steps 1) -3) is 

determined by the number of bit vectors  iA , 

and their length. Next, the vector  1A  is 

withdrawn  from the prefix. 
5) Then, taking into account the lengths 

of bit vectors  iA  the system of equations is 

solved: 

2 3 1

1 1

.........

n n

A A X

A A X -

 


  

 

Thus we find all bit-vectors  iA . 
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This paper describes a modification of energy spectrum method for identification 
of linear observation model in the case when the model of correlation function of 
an  input  signal  is  unknown.  As  a  distortion  factors  smooth  and  additive  gauss 
noise are considered.  

Introduction 

Linear  observation  model  describes  signal 
transformation in video tract of remote sensing 
systems of the Earth [1].  In practice  distortion 
identification  seems  to  be  very  interesting 
problem,  in  particular  for  blind  signal 
recovering.  In  the  article  [2]  energy  spectrum 
method  was  developed  for  images  with 
isotropic  exponential  undivided 
autocovariance  function.  An  estimation  of  an 
impulse response was dealt with estimation of 
input  signal  parameters  such  as  correlation 
coefficient  and  variance  in  constraint  that 
impulse  response  was  narrow.  In  case  of  a 
priori  absence    of  analytical  model  of 
correlation  function  (ACF)  or  difficulties  in 
acquiring  accurate  experimental  estimates  of 
input  signal  parameters  it  is  interesting  to 
modify  energy  spectrum  method  in  non 
parametric way.   

Problem statement 

Linear observation model [3] consists of 

input signal  1 2,x n n  convolution with impulse 

response of distortion system  1 2,h k k  with 
addition independent from signal white noise 
 1 2,v n n :

       1 2 1 2 1 2 1 2

1 2
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where  1 2,n n   -  integer  arguments.  Let  input 

signal in the model (1) to be stationary random 
process  with  null  average.  Problem  is  to  find 
unknown impulse response   1 2,h k k  using only 

output signal   1 2,y n n . 

Further we will assume that: 
1. Impulse response is finite:  
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and it holds normalization condition: 
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Also  frequency  response  (Fourier 
transformation of impulse response) is:  

     1 1 2 21 2

1 2

1 2, ,
i k ki i

k k

H e e h k k e
 

-   

- -

   (4) 

real and non negative function.  
2. Impulse response has  smooth effect, 
i.e. affects signal as a low pass filter, that is 
true for all distortion systems in practice in 
remote sensing.  

Energy spectrum method 

Energy spectra (ES) of input and output signal 
are related by expression [3]: 

     1 2 1 2 1 2
2

, , , ,i i i i i i
Y X Ve e H e e e e D           (5) 

where   1 2,i i
X e e   ,   1 2,i i

Y e e   –  ES  of  input 

and  output  signals  respectively.  A  module  of 
frequency  response  can  be  derived  from  
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formula  (5), but if the first constrained is valid 
module can be ignored, i.e. frequency response 
is reconstructed unambiguously:  
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Than  impulse  response  can  be  calculated  by 
means  of  inverse  Fourier  transform  from 
frequency response [3]:  
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As  follows  from  formulas  (6)  and  (7),  it  is 
needed to have estimations of input and output 
signal  ES  and  noise  variance  to  evaluate 
impulse response. 
Estimation of noise variance can be produced 
by  averaging  ES  in  high  frequency  domain. 
[2].  
The most difficult problem is to estimate input 
signal  energy  spectrum  because  there  is  no 
given  analytical  expression  for  it.  It  seems  to 
be  possible  to  estimate  input  ES  from  output 
signal ACF. 

The idea of nonparametric estimation of 
input signal energy spectrum  

Expression  (6)  makes  relation  only  between 
ES  of  input  and  output  signals,  i.e.,  it  is 
enough to have signal   1 2,x n n  with equivalent 

to  origin  source  signal  energy  representation 
and  to use ES of equivalent signal  in  formula 
(7).  
Impulse  response  eliminates  high  frequency 
component of input signal according to second 
constraint.  Using  sharpen  filter  and  noise 
reducing  filter  must  have  effect  of  signal 
restoration  and  filtered  image  can  be  used  as 
energy  equivalent  estimation  of  input  signal 
 1 2,x n n . Sharpen filter must approximate high 

frequency  domain  of  input  signal  and  it  is 
needed  noise  removal  filter,  because  there  is 
no noise in input signal. 

Implementation and experimental research 

Median  filter  was  implemented  as  noise 
removal part of composite filter because of its 
good  noise  reduction  properties  [3].  As  for 
sharpen  part  of  composite  filter  can  be  used 
extreme  filter  or  combination  of  rang  filters 
[3].  

Algorithm  of  input  signal  ES  estimation 
implemented  here  as  an  example  is  iterative 
algorithm and uses median and rang filters. A 
condition  to  stop  iterations  is  that  root  mean 
square  error  of  signal  on  neighbor  iterations 
must  be  less  than  given  threshold     or  when 
iterative  process  accedes  given  maximum 
number of iterations.  
On each iteration: 
1. Median filtration with window 3×3 is done. 
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2. Than maxmin filtration with window 3×3 is 
produced: 
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where   1 2,W n n   is  set of  indexes belonging  to 

window at the position   1 2,n n ,  1x  – average of  

window elements. 
Filtered  image  is used  as  “equivalent”  energy 
representation  of  input  signal   1 2,x n n .  ES 

 1 2,i i
Y e e    and   1 2,i i

X e e     calculated  as 

periodogramms  with  Gaussian  masking  and 
then formulas (7) and (8) are used to estimate 
impulse response. 
It  is  necessary  to  filter  image  iteratively 
because of rang and extreme filters give much 
contour  distortions  on  angles  and  median 
filtration  can  compensates  some  of  them.  It 
was  chosen  smallest  window  size  because 
angle  distortions  is  also  smaller  with  small 
windows. 
It  is  preferred  to  use  maxmin  filter  than 
extreme  filter  also  because  of  smaller  angle 
distortions of first.  
 

   
a)  b) 

Fig. 1 – а) original image, b) smoothed by Gaussian 
window 11×11 image 

 

Experiments were done for set of mosaic fields 
[4]  with  random  lines  directions  (Fig.1)/ 
Intensity  of  lines  regulates  correlation 



317 
 

 

coefficients.  In  experiment  correlation 
coefficients were from 0,7 to 0,99. 
In  experiment  Gaussian  impulse  responses 
with  widows  sizes  from  3×3  to  21×21  where 
used. 
Experiment  shows  that  without  noise  new 
energy  spectrum  method  modification  allows 
reconstruct  90%  of  most  significant  part  of 
impulse  response with  relative  error  less  than 
25%.  The  example  of  restoration  is  on  the 
Fig.2.  
 

 
 

Fig.2. Experiment with Gaussian window with size 
11×11: red line – original impulse response, blue line – 

restored impulse response. 

 
But  noise  addition    makes  results  not 
applicable. 

Conclusion 

Proposed in this paper modification of energy 
spectrum  method  allows  to  estimate  impulse 
response  from  output  signal  with  unknown 
correlation model.  
Method  of  construction  energy  equivalent 
input  signal  approximation  requires  effective 
noise  and  sharpen  filters  with  good 
performance on corners. 
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This  paper  discusses  the  methods  of  presentation  and  comparison  for  semantically 
unrelated  images  with  assessment  of  their  similarity  in  original  feature  space,  and  in 
Space of Canonical Variables (SCV). Comparison in original feature space is based on 
color histograms, phase correlation and structural similarity index. The projection of the 
source  images  in  SCV  is  implemented  using  two-dimensional  canonical  correlation 
analysis algorithm presented in this paper, and the measure of their similarity in SCV is 
based on the phase correlation. 

Introduction 

In  recent  decades,  biometric  technologies  of 
human  recognition  and  analysis  rapidly  develop 
[1]. Very complex problems are solved by means 
of  biometric  technologies,  for  example,  problem 
human-computer interaction or problem of brain-
computer  interface.  These  tasks  include 
observation of a person from different, seemingly 
unrelated,  angles,  and  use  of  information  from 
these  observations  for  the  interpretation  or 
understanding of other observations. That is why 
recently  interests  of  specialists  in  computer 
science  and  pattern  recognition  were  devoted  to 
mathematical methods allowing to transform two 
unrelated  sets  of  data  from  the  original  feature 
space  into  a  new  common  features  subspace  in 
which the original data sets are highly correlated. 
These  methods  are  based  on  projections  Partial 
Least  Squares  (PLS)  and  Canonical  Correlation 
Analysis (CCA). CCA method was presented by 
Hotteling  in  the  1930s  and  initially  described 
relationship  between  two  one-dimensional  data 
sets  [2]  with  forecast  of  its  application  to 
multidimensional data. Two problems were found 
when using CCA for processing of digital images. 
The  first  problem  is  related  to  multi-
dimensionality  of  initial  data  -  images  as  2D 
objects,  with  the  third  dimension  determining 
brightness  and  the  fourth  dimension  defining 
color  components.  The  second  is  related  to  the 
problem of Small Sample Size, when dimension 
of the original feature space significantly exceeds 
the number of images in the original sample [3]. 

2D ССА/2D KLT algorithms 

 Suppose  that  we  are  given  two  sets  of  input 
data consisting of K images of size M×N each: 

,  

(1) 

where    –  pairs  of  images,  wherein   
MN >> K.  We  define  the  average  images  in 
each set of raw data: 

,  , k=1, 2, …, K.  

If  we  assume  that    and 

, then instead of (1) we obtain: 

    .   (2) 

Then  we  calculate  eight  covariance  matrices 

 for rows (r) and columns (c) 

of source images respectively [4]. 
To  further  implement  CCA  we  calculate  four 
total scattering matrices: 

;  (3a) 

.   

;  (3b) 
.   

The goal of 2D CCA is  to determine the  four 
projection  matrices  and  , 
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which  transform  raw  data  into  the  space  of 

variables   and  . This is 
achieved  by  solving  the  four  eigenvalue 
problems: 

  (4a) 

  (4b) 

where:   -  the  diagonal 

matrices  of  eigenvalues;   and 

-  the  projection  matrices.  The 

transformation of raw data into a new space is 
implemented  as  two-dimensional  Karhunen-
Loeve transform (KLT) in the form of: 

, 

,  
(5) 

k, where    - matrices  representing 

the original images in the new feature space.  
The  main  components  are  the  ones  that  have 
the  highest  values.  Basic  variability  of 
covariance matrices can be described by d<<K 
largest  eigenvalues.  The  number  of  principal 

components  for  rows  ,  i= 1, 2, …, d1  and 

columns  , i= 1, 2, …, d2 may be estimated 

by any known method.  
It should be noted that d1 << M; d2 << N and d1 

≠ d2  in  general  case.  The  lower  limit  of 
parameter  d  can  be  chosen  experimentally  at 
the stage of verification of the analysis.  
For  dimensionality  reduction  procedure  (5) 
should  be  modified.  To  do  this  we  choose  d 

rows of matrices   corresponding to d 

largest  eigenvalues,  and  based  on  those  we 

form  the matrices of  reduction   and  . 

We  also  choose  d  columns  of  matrices 
  corresponding  to  d  largest 

eigenvalues,  and  based  on  those  we  form  the 

matrices of reduction   and  . Then we 

perform  the  "truncated"  two-dimensional 
Karhunen-Loeve transformation, which can be 
represented  in  the  following  form  [3,  4]  (the 
symbol "^" determines the difference of result 
from (5): 

,  , 

 k. 
(6) 

The size of resulting matrices in (6) is equal to 
d×d  or  d1×d2.  The  resulting  matrices  of 
variables are defined as 

 , 

 k. 
(7) 

 Their dimensions will be d×d×K or d1×d2×K.  

Image database for experiments 

Consider the case when the original images do 
not  belong  to  the  same  global  class.  An 
example  of  this  is  the  images  from  the  set 
«People  and  Dogs»,  containing  portraits  of 
dogs and their owners. Several sample images 
are  shown  in  Fig.  1(a)  [5].  Here  each  pair  of 
images  contains  a  portrait  of  a  person, 
presumably dog owner, and a front view of his 
dog. The image base allows to experimentally 
test how our visual assessment of similarity of 
these  portraits  in  their  original  form  is 
comparable  to  the  formal  assessments  of 
similarity  in  the  original  feature  space  and  in 
the subspaces. 

Comparison of images in the original 
feature space 

If we consider pairs of  images  in Fig. 1(a), we 
can see a resemblance between an owner and his 
dog.  This  resemblance  is  determined  by  the 
same  camera  angle,  similar  form  and  color  of 
person's  and  dog's  hair,  appropriate  color  and 
shades of person's clothing.  
Let's  calculate  color  brightness  histogram  for 
each  image.  Example  of  this  histograms  and 
mutual  phase  correlation  between  histograms 
for pair 1 shown on Fig. 1(b).  
The  peak  of  this  correlation  is  greater  than 
0.75, with a relatively small values of its side, 
which  indicates  a  high  degree  of  similarity 
between  the  images  in  each  pair.  Maximum 
correlation (0.9) is reached for a pair number 
1,  whose  images  are  the  most  expressive 
similarities.  This  means  that  the  subjective  and 
formal  evaluation  color  factor  indicate  the 
existence  of  a  similarity  in  the  two  images  are 
semantically unrelated.  
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a) 1\0.24  2\0.14  3\0.21 
 

 
 4\0.12  5\0.14  6\0.28 

 
b) 

 
 

c) 

 
 

Fig. 1. Input data and processing result 

 
Let's  calculate mutual phase  correlation between 
the  image  of  an  “owner”  and  a  dog  for  a  pair 
number 1. The  top middle graph Fig. 1(c) show 
that  the mutual phase  correlation  is almost zero. 
While it seems to us that the portraits are similar 
to each other, there is no actual correlation!  
Let's  compare  their  by  means  Structural 
SIMilarity  Index (SSIM) [6]. The number of  the 
pairs  “owner-dog”  and  their  SSIM  value  are 
shown in Fig. 1(a). Note that  the values are quit 
low. 

Representation of semantically different 
images in the space of canonical variables 

Now  let's  check  correlation  between  images 
"owner-dog" in the space of canonical variables.  
Two pairs of source images are shown at left top 
Fig.  1(c),  the  canonical  variables  U  and  V, 
corresponding to the original images are shown at 
top right Fig. 1(c). It is easy to see that three of the 
four canonical variables contain  the same values 
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(luminance  components)  and,  therefore,  even 
look alike. 
A  graphical  representation  of  the  relationship 
between the variables in the new feature space for 
CCA,  obtained  by  (7),  is  shown  at  left  bottom 
Fig. 1(c). Note that canonical variables, shown as 
a  function  of  U  from  V,  have  virtually  linear 
relationship.  
The  phase  correlation  between  the  variables 
corresponding to the images from the same class 
is shown at bottom middle Fig. 1(c).  
The  phase  correlation  between  the  variables 
corresponding  to  the  images  from  different 
classes is shown at bottom right Fig. 1(c). 
From the  results  it  is clear  that  in SCV between 
the  variables  U  and  V  there  was  a  correlation. 
This phase correlation between the variables from 
the  same  class  is  much  higher  value  of  0.5  and 
significantly higher than the corresponding SSIM 
values.  Correlation  in  the  other  case  can  be 
considered  negligible,  and  the  ratio  of  these 
correlations is 4 times. 
High correlation of variables U and V in the space 
of canonical variables, their linear relationship to 
each  other,  "matching  behavior"  create 
prerequisites  for  mutual  recognition  and 
modelling  of  some  variables  from  others.  These 
tasks  are  easily  implemented  in  the  space  of 
canonical variables. 
Similar  results  were  obtained  for  other  pairs  of 
source images, although we assumed that pairs of 
original  images  (owner-dog)  belonged  to 
semantically  different  global  classes,  and  in  fact 
their similarity has been proven only at the color 
level. 
The main result of the analysis is as follows: 
1) the fact of the correlation between the images 
of the dog and its owner in the space of canonical 
variables  is  confirmed,  while  any  other  ways 
could not confirm it; 
2) indexing of images can be done using 2D CCA 
methods (search,  recognition, model mapping of 
one image to another, reconstruction of images). 
In  general,  this  using  example  of  developed 
algorithms 2D CCA/2D KLT has shown that they 
can  be  widely  applied  in  recognition  and 
classification  of  images,  and  also  to  decrease 
redundancy of image representation. The latter is 
due to the fact that selected value of parameter d 
<< MN (MN is dimension of the original feature 
space). 

Conclusion 

The paper discussed the methods of presentation 
and comparison of semantically different  images 
with assessment of their similarity in the original 
feature  space,  and  presented  the  2D  CCA/2D 
KLT  algorithm  to  implement  the  projection  of 
these images and assessment of their similarity in 
the space of canonical variables. 
To compare images in  the original feature space 
we  used  their  color  histograms  and  phase 
correlation,  two-dimensional  phase  correlation, 
and  the  structural  similarity  index. However, we 
could  only  partially  prove  similarity 
corresponding  to  subjective  comparison  of 
selected images. 
It  is  shown  that  the  «dissimilar»  in  the  original 
feature  space  may  be  similar  in  the  space  of 
canonical variables. The projection in the space of 
canonical  variables  is  implemented  using  2D 
CCA/2D  KLT  presented  in  the  paper  and 
specifically  designed  to  handle  two  sets  of 
images. The results prove that 2D CCA/2D KLT 
methods  can  be  widely  used  in  search,  pattern 
recognition and image classification tasks, and to 
decrease  redundancy  of  images  representation 
regardless of their semantic relationships. 
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In this paper we propose new locally adaptive image deringing methods. These methods 
are  based  on  total  variation  minimization  with  an  adaptively  varying  regularization 
parameter. The proposed  approach  improves visual  quality of  the  resulting  images by 
preserving  more  structural  information  comparing  to  existing  methods.  Attendant 
parallel algorithms were developed and implemented on GPU. 

 

Introduction 

We  consider  the  problem  of  ringing  artifact 
suppression, or deringing, for digital grayscale 
images.  The  ringing  artifact  can  be  seen  as 
ripples or oscillations from high-contrast edges 
of  the  image.  It  is generally caused by partial 
or  complete  loss  of  high-frequency 
information. In practice, it usually appears as a 
result  of  excessive  upsampling,  compression, 
sharpening,  or  denoising  of  the  image.  It  can 
also appear due to features of the measurement 
process,  e.g.  on  MRI  images  [1].  Fig.  1 
illustrates ringing induced by truncation of the 
image spectrum. 
 

 
Fig. 1. Ringing induced by truncation of the image 

spectrum. Left-to-right, top-to-bottom: original image, 
spectrum of the original image, truncated spectrum, 

cropped and amplified absolute difference between the 
original and corrupted image. 

 
This effect is known as Gibbs phenomenon. 

Total Variation Minimization 

One  of  the  most  widely  used  approaches  to 
image  deringing  is  total  variation  (TV) 
minimization  [2].  The  resulting  image  is 
obtained  by  solving  the  following  strongly 
convex minimization problem: 
 

2
21 TV[ ] inf[ ] .uJ f uu -  ‖ ‖   (1) 

 
Here  f   is a given distorted image, and TV is 

the total variation functional: 
 

TV[ ] | ( ) |,
p

u u p    (2) 

 
where  u  denotes  the gradient of  u ,  and  the 
summation  is  taken over all  the  image pixels. 
Regularization  parameter     stands  for 
strength of  ringing  suppression: higher values 
correspond  to  smoother  resulting  images.  An 
example is shown on Fig. 2. 
As  well  as  all  image  deringing  methods  this 
method  deals  with  the  trade-off  between 
ringing suppression and keeping fine details of 
the image. In order to preserve more structural 
information  (like  textures)  in  the  image,  we 
propose  locally  adaptive  image  deringing 
methods,  which  select  the  regularization 
parameter  at  each  pixel  depending  on  local 
characteristics of the image. 
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Fig. 2. Deringing via TV minimization. Distorted (top) 

and restored (bottom) image. The regularization 
parameter was set to the minimal value that visually 

suppresses the artifact. Distorted image: 
PSNR=30.78dB, SSIM=0.763. Restored image: 

PSNR=30.82dB, SSIM=0.778. 

Locally Adaptive Methods 

We  start  with  determining  optimal  values  of 
the regularization parameter at each pixel of a 
test image: 
 

*

0

*( ) inf Arg inf | ( ) ( ) |,p u p u p





 -   (3) 

 
where 
 

 2
2 ,arg inf TV[ ]

u
u u f u  - ‖ ‖   (4) 

 

and  f  is a distorted version of test image  *u . 

Optimal values of the regularization parameter 
are shown in Fig. 3. One can easily notice that 
the values should increase with the distance to 
the  nearest  edge.  This  fact  encourages  us  to 
include  an  additional  weighting  function  into 
the target functional: 
 

2
2 2

2

( ) TV[ ],

[ ] inf .

[ ] u f u

u

J

J

u  



 -‖ ‖
  (5) 

 

Higher  values  of     correspond  to  lower 

strength of artifact suppression, and vice versa. 
We select   in the following form: 

 
( )

( ) exp ,
3

p
p

d




 
 - 

 
  (6) 

 
where  ( )p   is  the  distance  from  pixel  p   to 

the nearest edge, and  d  is the half-width of the 
oscillations,  which  is  supposed  to  be  known. 
Notice,  that  in  this  case  functional  2J   is 

strongly  convex,  and  there  exists  a  unique 
solution of minimization problem (5). 
 

 
Fig. 3. Optimal values of the regularization parameter in 

the total variation minimization method (black pixels 
correspond to 0, white pixels correspond to 0.1). 

Algorithm 

The proposed locally adaptive image deringing 
methods  involve  the  following  multistage 
algorithm: 

1. Apply  the  Canny  edge  detector  [3]  to 
given distorted image  f  and obtain set 

of edge points  E . We use  1   for the 
edge detection in our experiments. We 
apply neither threshold nor hysteresis. 

2. Remove  the  edge  points  related  to  the 
oscillations, obtaining  ME E . 

3. For each pixel  p  calculate the distance 

to  the  nearest  edge  point: 

( ) inf | |
Mq E

p p q


 - . 
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4. Calculate  weighting  function   ,  e.g. 

( )
( ) exp

3

p
p

d




 
 - 

 
. 

5. Minimize  2J   for  fixed   .  Return  the 

solution as a result. 
The  described  algorithm  has  only  two 
parameters:  regularization  parameter     and 
half-width of the oscillations  d . 
 
On  the  second  step  of  the  algorithm  we 
remove  oscillations  from  the  edge  map 
obtained  on  the  first  step  by  checking  the 
following  condition  for  each  pixel  of  the 
image [4]: 
 

2

2

| |

21
max ( ) e

2
( ) ( ) ,M

p q

R

q
gp G qg p

-
-

    (7) 

 
where  g   denotes  modulus  of  the  gradient  of 

f ,  and  MR   is  the  radius  of  mask  G .  In  our 

experiments  we  use  3MR d .  Condition  (7) 

utilizes  the  fact  that  real  edges  have  higher 
values  of  g   than  their  oscillations.  Efficient 

computation  of  the  mask  could  be  done  as 
follows: 
 

 

2

2

2

( )
exp ,

2

min

( )

( ) ( ) | | ,

( ) 2
( )

ln .
2

M

q

M

G p

Y p X q p q

X q R

Y p

R

g q



  -

 -

 
- 
 

  (8) 

 
Here  calculation  of  G   is  reduced  to 
calculation  of  Y ,  which  appears  to  be  the 
generalized  Euclidean  Distance  Transform 
(EDT) of  X . There is a number of algorithms 
for  performing  an  exact  EDT  in  linear  time 
[5]. 
 
On  the  third  step  we  calculate 

( ) inf | |
Mq E

p p q


 - .  The  calculation  becomes 

trivial after reduction to EDT: 
 

2 2( ) min ( ) | |

,

,

0, ,
( )

.

q
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q E
D

p q
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  (9) 

Finally, we minimize functional  2J . Since  2J  

is strongly convex, it is possible to minimize it 
using well-known subgradient descent [2]: 
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(10) 

 
However,  this  method  has  an  ultimately  low 
rate  of  convergence.  Recently,  Yu.  Nesterov 
proposed  a  more  efficient  algorithm  for 
solving  such  non-smooth  functional 
minimization  problems  [6].  Later  it  was 
successfully  applied  to  the  total  variation 
minimization  problem  [7].  In  our  case  that 
algorithm takes the following form: 
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(11) 

 
Here    is a smoothing parameter. Appropriate 

values of    lie within the range  [0.001,0.005]

.  This  algorithm  provides  an  optimal  rate  of 
convergence,  while  preserving  locality  of  the 
computations.  It  normally  converges  10-20 
times faster than the subgradient method. 
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In order to make our methods suitable for real-
time  and  interactive  applications  we 
implemented  all  the  attendant  algorithms  on 
GPU using the CUDA platform. 

Results 

A  result  obtained  by  the  proposed  locally 
adaptive  method  is  shown  on  Fig.  4.  Our 
approach  leads  to  better  PSNR  and  SSIM 
indices  comparing  to  the  original  TV 
minimization method. These results also agree 
with the visual perception. 
 

 
Fig. 4. Deringing via the proposed method. Distorted 
(top) and restored (bottom) image. The regularization 
parameter was set to the minimal value that visually 

suppresses the artifact. Distorted image: PSNR=30.78, 
SSIM=0.763. Restored image: PSNR=30.87, 

SSIM=0.781. 

 
Our GPU version of the proposed algorithm is 
at  least  10  times  faster  than  the  one 
implemented  on  CPU.  It  uses  some  basic 
image  processing  operations  implemented  in 
[8]. It takes less than 100 ms to process a 1MP 
grayscale  image  on  the  GeForce  GTX  670 
card. 

Conclusion 

We considered  the problem of ringing artifact 
suppression  for  digital  grayscale  images.  We 
proposed  a  family  of  new  locally  adaptive 
image  deringing  methods  based  on  the  TV 
minimization approach. The proposed methods 
provide  better  results  in  terms  of  PSNR  and 
SSIM  indices,  as  well  as  visual  perception, 
comparing  to  the  existing methods.  Our GPU 
implementation  of  the  proposed  algorithm 
makes  it  suitable  for  real-time and  interactive 
applications. 

References 

1. L.J. Erasmus, D. Hurter, M. Naude, H.G. Kritzinger, S. 
Acho.  A  short  overview  of  MRI  artefacts  //  South 
African Journal of Radiology. – 2004. – Vol. 8, No. 2. – 
P. 13-17. 

2. A.V. Nasonov, A.S. Krylov. Adaptive Image Deringing 
// 19th International Conference on Computer Graphics 
GraphiCon’2009. – 2009. – P. 151-154. 

3. J. Canny. A Computational Approach to Edge Detection 
// IEEE Transactions on PAMI. – 1986. – Vol. 8, No. 6. 
– P. 679-698. 

4. A.S.  Krylov,  A.V.  Nasonov.  Adaptive  Total  Variation 
Deringing  Method  for  Image  Interpolation  // 
Proceedings  of  International  Conference  on  Image 
Processing. – 2008. – P. 2608-2611. 

5. R. Fabbri, L. Costa, J. Torrelli, O. Bruno. 2D euclidean 
distance  transform  algorithms:  a  comparative  survey  // 
ACM Computing Surveys. – 2008. – Vol. 40. 

6. Yu.  Nesterov.  Smooth  minimization  of  non-smooth 
functions // Mathematical Programming. – 2005. – Vol. 
103, No. 1. – P. 127-152. 

7. P. Weiss, L. Blanc-Feraud, G. Aubert. Efficient Schemes 
for  Total  Variation  Minimization  Under  Constraints  in 
Image  Processing  //  SIAM  Journal  on  Scientific 
Computing. – 2009. - Vol. 31, No. 3. – P. 2047-2080. 

8. I.T. Sitdikov, A.V. Nasonov, A.S. Krylov, Ding Yong. 
Parallel  Implementation  of  Area  Detection  Algorithms 
for  Image  Ringing  Artifact  Analysis  //  Proceedings  of 
15th international conference “Digital Signal Processing 
and its Applications” DSPA’2013. – 2013. – Vol. 2. – P. 
55-58. [in Russian] 



326 
 

1 Support of the RFBR grant 13-01-00555-a 

SPECIFICS OF OBJECTIVE FUNCTIONS FOR RECURRENT 
ESTIMATION OF INTERFRAME GEOMETRIC DEFORMATIONS1 

 
A.G. Tashlinskii, S.V. Voronov2 

Tashlinskii A.G., Voronov S.V. Specifics of objective functions for recurrent estimation of interframe geometric deformations 
2 Ulyanovsk State Technical University, ul. Severnyi Venets 32, Ul’yanovsk, 432027 Russia, 

telephone (88422)778102,  
3tag@ulstu.ru, 4s.voronov@ulstu.ru 

Effectiveness  of  using  mean  squared  difference,  correlation  ratio  and  mutual 
information as objective functions for estimation of interframe geometric deformations 
is  analyzed.  Additive  Gaussian  noise,  linear  and  non-linear  brightness  distortions  are 
considered disturbing factors. 

 

Problem formulation 

Estimation  of  interframe  geometric 
deformations  is  one  of  the  most  widespread 
problems of digital  image processing.   There 
are many methods for solving this problem in 
Frequency  domain  [1]  and  in  spatial  domain 
[3].  Spatial  domain  methods  operate  directly 
on  pixels  and  the  problem  of  estimation  of 
deformation’s  parameters    becomes  the 
problem of searching for the extreme point of 
multi-dimensional objective function  . 

Objective  function  measures  the  similarity 

between  two  images    and 

, where   are nodes of grid 

mesh   on which images are defined. There 
is  a  wide  variety  of  similarity  measures, 
which can be used as objective functions [4]. 
The  decision  of  which  objective  function  to 
choose  is  usually  based  on  specifics  of 
images,  deformation  properties  and 
conditions.  The  most  common  objective 
function  for  recursive  estimation  of 
interframe  geometric  deformations  (e.g. 
stochastic  gradient  estimation  [5])  are  mean 
squared  difference  (MSD)  and  correlation 
ratio (CR). Recently, objective functions from 
the  theory  of  information  [2]  are  becoming 
more  popular.  Among  these  functions,  the 
most  interesting  is  mutual  information  (MI). 
Because  of  big  computational  cost,  a  use  of 

MI  was  limited.  This  work  is  devoted  to 
experimental  comparison  of  the  three 
objective  functions  mentioned  above  for 
different  classes  of  interframe  brightness 
distortions.  

Formulas used for calculating 

Following  expression  was  used  to  estimate 
MSD: 

,   (1) 

where    -  coordinates of  samples   

in  set    using  to  estimate 

;    —  values  of 

brightness of continuous image   obtained 

from  image    using  one  of  interpolation 
methods  [6];  

  —  size  of  a  subset    which  is  equal  to 

cardinality of the set  . 

Correlation ratio can be defined as: 

, (2) 

where    and    —  estimations  of  mean 

and variance of images   and  . If r is 
not  equal  to    than  relationship  between 

intensities   and   can be considered a 
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measure  of  linearity  using  equation: 

. 

Entropy estimations of images   and   
are  needed  to  compute  MI.  They  can  be 
calculated  using  samples  of  images  from 
subset   

, 

, 

where    and    —  estimations  of 

marginal  probability  distributions  of 

intensities  of  subsets    and   

correspondingly. As these estimations we can 
use histograms of  images;    -  -th  level of 

intensity. Estimation of joint entropy: 

, 

where    —  estimation  of  joint 

probability  distribution.  Because    and 

 are  dependent,  MI  can  be  estimated  in 

following way 

. 

(3) 
Notice that contrary to MI and CR, MSD 

shows  the  measure  of  dissimilarity. 
Therefore,  when  using  MSD  as  objective 
function the goal is to minimize it. 

Experimental results  

Experiments  were  performed  using  simulated 
and real satellite images. The size of each image 
was  400x400  pixels.  For  simplicity,  translation 

 among one of the axis within the range from -
65  to  65  pixels  was  used  as  the  parameter  of 
interframe  geometrical  deformations.  To 
estimate  values  of  objective  functions  the 
following expressions were used: (1) – for MSD, 
(2) – for CR and (3) – for MI. Calculated values 
of MSD and MI have different dimensions. Their 
values  were  normalized  (divided  to  the 
maximum  values  in  examined  range  of 
translations)  to  make  results  easier  to  compare 
visually.  

Let us consider some situations. 

Examined images differ by unbiased 
additive Gaussian noise.  To  investigate  the 
influence  of  noise  on  objective  functions  it  is 
reasonable  to use simulated  images because we 
can priory define probability density function of 
intensities  and  correlation  function.  Simulated 
images  with  close  to  Gaussian  probability 
density  function  of  intensities  and  with 
correlation  function  close  to  Gaussian  were 
synthesized  based  on  a  wave  model  [8]. 
Experiments  were  performed  with  noise-to-
signal  ratio    from  0  to  2  (  = noise’s 

variance / signal’s  variance).  Fig. 1  shows 
dependence  of  objective  functions  from 
translation   and noise with different variance (

=0.02,  =0.2,  =2).  Hereafter  curve  1  is 

MSD, 2 – CR, 3 – MI. One can see that in case 
of weak noise ( =0.02) MI has maximum slope. 

When  using  recurrent  algorithms  [7],  this  fact 
can  lead  to  better  convergence  of  estimates  of 
interframe  geometric  deformations.  Moreover, 
due  to  the  biggest  sharpness  a  use  of  MI  can 
provide  with  more  accurate  estimates  (the 
problem of computational cost is not considered 
in this work). However, when the level of noise 
increases  the  slope  and  sharpness  of  MI’s 
characteristic decrease. When   changes from 0 

to  2  the  maximum  of  MI’s  characteristic 
decreased by 15 times. The MSD-curve behaves 
according  to  the  theory  (this  function  can  be 
found  analytically  if  correlation  function  and 
noise-to-signal ratio are given). The slope of the 
MSD-curve  gradually  decreases  and  the 
minimum increases from 0 to 0.52 (when  =2) 

with  increasing  noise  level.  CR-curve  behaves 
approximately the same except the fact that it has 
maximum (not minimum) decreasing  from 1  to 
0.55. 
 

 
q=0.02  q=0.2  q=2 

Fig.1. Estimation of objective functions 
for different noise-to-signal ration. 
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Fig. 2  shows  the  dependence  of 
maximum  slope  ( )  of  MSD,  CR  and  MI 
curves on  . One can see that when the noise 

level is low MI-curve has significantly higher 
slope  in  comparison  with  MSD  and  CR. 
However,  when  noise  becomes  stronger 
(approximately  when  =0.1)  MI  starts  to 

show  worse  results  than  MSD  and  CR.  The 
maximum  slope  of  MSD-curve  smoothly 
decreases by 1.6 times and CR-curve – by 1.4 
times  with    increasing  from  0  to  2.  Thus, 

when  images  differ  by  additive  noise  and 

>0.1 a use of MI potentially may not provide 
with  a  better  convergence  of  recurrent 
algorithms  used  to  estimate  interframe 
geometric deformations.  

 

 
     Fig.2. Maximum slope.  Fig.3. Potential 

effective range. 

 
Effective  range  is  another  important 

measure  of  estimation  procedures.  It  is  a 
subdomain  of  parameters  where  estimates  of 
interframe  geometrical  deformations  have 
required  accuracy  with  given  constraints  (on 
computational  cost,  the  number  of  iterations 
etc.). One of  the criteria of  including a point  in 
this  subdomain  is  the  slope  of  objective 
function’s curve in this point. The slope need to 
exceed a threshold – a value which can’t provide 
with  the  required  convergence  of  estimates’ 
vector  .  To  measure  this  parameter  for 
investigated  objective  functions  a  conventional 
threshold was assumed. Potential effective range 

  of  recurrent  estimation  procedures  was 
estimated  using  this  threshold  (actual  effective 
range  depends  on  procedure’s  performance,  a 
type  of  deformations  etc.).  Fig. 3  shows  the 
dependence of potential effective range on   in 

case the threshold is equal to 0.035. One can see 
that MI shows two times worse result than MSD 
and CR. Without noise MSD and CR have equal 

. Effective range of CR decreases by 1.7 times 

with increasing   to 1, for MSD – by 1.9 times. 

MI  has  non-zero  effective  range  only  when 

≤0.5.  
Let us note that choosing parallel translation 

as   doesn’t affect much on generality of results 
because  for  any  point  the  reasoning  above  is 
correct  for  Euclidian  mismatch  distance  [5]  as 
well.  Euclidian  mismatch  distance  integrally 
describes an arbitrary set of model’s parameters 
of interframe geometric deformations. 

Examined images differ by linear 
distortions of intensities. Fig.  4,a  shows  results 
when negative  transformation was  considered  a 
linear distorion’s  function.  In addition Gaussian 
noise was added to images. Due to inverse linear 
relationship  between  intensities  of  images,  the 
value of CR has minimum when images are fully 
aligned. MSD also can’t be used in this situation.  

Images with non-linear distortions of 
intensities.  Multimodal  images  (aquired  by 
different sensors)  is an example of  images with 
non-linear  distortions  of  intensities.  Sattelite 
images  acquired  at  different  seasons  and  in 
different  spectral  range  (fig. 5,  where  a  half  of 
one  image  is  shown above  the diagonale  and  a 
half of another  image  - below the diagonale)  is 
an  example  of  multimodal  images.  Fig. 4,b 
shows  estimates  of  objective  functions  for  this 
images. One can see that only CR and MI have 
sharp  extremums.  MI  has  higher  slope  in 
proximity  of  exremum.  MSD  does  not  have 
sharp  extremum and  can’t  be used  as  objective 
function, especially with a small subset. 
 

 
Fig. 4. Estimates of objective functions in case of 

linear and non-linear intensities’ distortions. 
 

In  addition, when one of  the  images has 
just  a  region with negative  transformation of 
pixels’  intensities  would  also  be  an  example 
of  non-linear  distortions  of  intensities. 
Fig. 5,c  shows  results  of  an  experiment  with 
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such  images.  Results  show  that  in  this 
situation MI  is  the only  reasonable choice of 
objective  function.  Due  to  non-linear 
distortions,  MSD  and  CR  can’t  estimate 
magnitude  of  relationship  between  pixels’ 
intensities.  

 

 
Fig. 5. Multimodal sattelite images. 

Conclusion 

Experiments  show  that  MSD  is  the  most 
reasonable  choice  of  objective  function  for 
recurrent estimation of interframe geometrical 
deformations of images without multiplicative 
distortions of intensities.  In case of  low-level 
additive  noise,  MI  has  the  highest  slope. 
Therefore,  it may have better convergence of 
estimation  algorithms.  However,  when  the 
level  of  noise  raises  the  maximum  of  MI-
curve  dramatically  decreases.  CR  and  MSD 
provide  with  broader  effective  range. 
Consider  this  criteria MI  loses by  two  times. 

MI  shows  the  best  results  for  multimodal 
images  and  images  with  linear  distortion  of 
intensities, CR is a bit worse. However, CR is 
much less computationally complex than MI. 
Finally,  MI  is  the  only  effective  measure 
(among  investigated)  for  images  with  non-
linear distortions of intensities. 
 

References 

1. Brown L G. A survey of image registration techniques / 
ACM C.S. 1992. V. 24. № 4. P. 325-376. 

2. D'Agostino E, Maes F, Vandermeulen D, Suetens P. An 
information  theoretic  approach  for  non-rigid  image 
registration using voxel class probabilities / Med Image 
Anal. 2006. V 6(3). P. 413-431. 

3. De Castro E., Morandi C. Registration of translated and 
rotated  images  using  finite  Fourier  transform  /  IEEE 
Transactions  on  Pattern  Analysis  and  Machine 
Intelligence. 1987. Vol. 9. № 5. P. 700–703. 

4. Goshtasby  A.A.  Image  registration.  Principles,  tools 
and  methods  /  Advances  in  Computer  Vision  and 
Pattern Recognition. Springer 2012. 441 p. 

5. Tashlinskii A. Computational Expenditure Reduction in 
Pseudo-Gradient  Image  Parameter  Estimation  / 
Computational  Science  –  ICCS  2003,  V. 2658. 
Proceeding, Part II. Berlin: Springer. 2003. P. 456-462. 

6. Tashlinskii A.G.  Estimation  of  parameters  of  spatial 
deformations  of  images’  sequences.  –  Ulyanovsk: 
izdatelstvo UlGTU. 2000. 132 p. (in Russian). 

7. Tashlinskii  A.G.,  Safina  G.L.,  Voronov  S.V. 
Pseudogradient  optimization  of  objective  function  in 
estimation of geometric interframe image deformations 
/ Pattern recognition and  image analysis. 2012. V. 22. 
№. 2. P. 386-392. 

8. Vasilev K.K., Krasheninnikov V.R. Statistical analysis 
of  multidimensional  images.  –  Ulyanovsk:  izdatelstvo 
UlGTU, 2007. 172 p. (in Russian). 

9. Viola P., Wells  III W.M. Alignment by maximization 
of  mutual  information  /  International  Journal  of 
Computer Vision. 1997. Vol. 24. P. 137–154. 



330 
 

1 This work is supported by Russian Foundation for Basic Research  
(grant № 13-01-00427) 

AREA AND CHAIN GROUP OBJECTS DISTINCTION BY ANALYSING OF 
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The  problem  of  distinguishing  group  objects  is  considered.  The  algorithm  of 
discrimination,  based  on  the  analysis  of  minimal  tree  edges  sequences,  is  developed. 
The resistance to the form of an associated continuous image is proved. 

 

Introduction 

The  actual  problems  of  the  remote  sensing 
data  analysis  are  to  recognize,  to  classify  and 
to  estimate  parameter  for  groups  of  objects 
with  size  comparable  to  the  resolution  of  the 
scanner. 

As  objects  in  the  group  are  similar  in  size  to 
the  resolution  of  the  scanner,  images  of  them 
have  degenerated  form.  So,  the  elements  of 
group can be considered as point objects (PO), 
and  the  groups  itself  as  a  group  point  object 
(GrPO). 

An  efficient  method  of  GrPO  distinction  is 
spectral  analysis  of  contours  of  associated 
continuous  images  (ACI)  [1].  Under  this 
method  contour  is  assigned  a  normalized 
autocorrelation function (NAcF) (1): 
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where 
2

 is  a  square  of  norm  for  ACI  

contour  consists  of  L   elementary  vectors 
(EV)  )(n ;  d   is  offset  of  the  start  point; 

  1,0)()( - Ldnd  ;  *  – the complex conjugate. 

Number chain GrPO may have ACI, with  the 
change of EV direction (Fig. 1). 

  

 
Fig. 1. Example of GrPO with change of EV direction. 

 
It  is  clear  that,  GrPO  with  change  of  EV 
direction  will  have  a  narrower  correlation 
interval.  So,  increasing  frequency  changes  of 
direction may cause GrPO misinterpretation. 

If  ACI  is  represented  as  minimum  spanning 
tree (MST) with the PO of GrPO as vertices, a 
chain  GrPO  contains  the  only  sequence 
includes  all  vertices  of  MST  [2].  Area  GrPO 
contains  several  sequences  (branches)  of 
vertices.  

Problem statement 

The  purpose  of  the  study  is  to  develop  area 
and  chain  GrPO  distinction  algorithm,  based 
on a structure of MST with the PO o GrPO as 
vertices. 
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Approach and techniques 

Define  a  branch  as  a  sequence  of  adjacent 
MST  edges,  bounded  by  vertices  with  degree 
not equal 2, as shown (Fig. 2).  
 

 
Fig. 2. Segmentation MST into branches. 

 
The vertex is called border vertex of branch if 
its  degree  not  equal  2  and  inner vertex of 
branch otherwise.  

Each inner vertex store: 

 number of branch, it belongs; 

  its number in branch; 

  total  length  of  edge  sequences  in  the 
direction of  increasing and decreasing 
numbers of vertices in a branch. 

Border  vertices  may  be  associated  with  more 
than  one  branch;  they  store  a  set  of  triples 
associated with branches. Each triple contains: 

 number of branch with border vertex at 
current; 

 number for vertex in branch; 

 total length of branch. 

Branch  can  also  be  defined  as  a  sequence  of 
vertices,  so  it  stores  numbers  of  vertices 
ordered by increasing number in branch. 

Segmentation in branches is performed during 
the  construction  of  MST.  Algorithm  analyzes 

both  the  added  vertex  and  the  nearest  to  it 
(adjacent) already included to MST. There are 
three cases: 

1. The  adjacent  vertex  is  an  inner  vertex 
for  a  branch  of  MST.  In  this  case  a 
branch  is  divided  into  two.  The 
adjacent vertex becomes border vertex 
for  each  of  them.  The  edge  between 
added  and  adjacent  vertices  forms  a 
new  branch.  The  added  and  the 
adjacent  vertices  become  border 
vertices for this branch. 

2. The  adjacent  vertex  is  a  border  vertex 
for a single branch of MST. In this case 
added  vertex  becomes  border  and 
adjacent  vertex becomes  inner  for  this 
branch. 

3. The  adjacent  vertex  is  a  border  vertex 
for  several  branches  of  MST.  In  this 
case  the  edge  between  added  and 
adjacent  vertices  forms  a  new  branch. 
The  added  and  the  adjacent  vertices 
become border vertices for this branch. 

Block  diagram  (Fig. 3)  illustrates  the 
algorithm is performed when a new vertex 
is added to MST.  

It  is  clear  that,  the  ideal  chain  GrPO  may 
contain  a  single  branch  that  contains  all 
vertices  and  edges  of  GrPO.  However  real 
chain GrPO may  be distorted by near  located 
false or side PO. The following algorithm may 
be used to account this probability: 

1. for  each  border  vertex  with  degree 
greater  than  1  associated  branches  are 
sorted  by  decreasing  of  branch  total 
length. 

2. two  branches  with  the  greatest  length 
are considered as elements of the chain 
and are excluded; 

3. other  associated  with  the  vertex 
branches are  considered side branches, 
total edge length of them is summed to 
calculate  general  total  length  of  side  
edges; 
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Fig. 3. Block diagram of algorithm for segmentation MST into branches.
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4. The  ration  of  general  total  length  for 
side edges to general total length for all 
MST  edges  is  compared  with  the 
threshold,  in  excess  of  which  the 
hypothesis  about  the  chain  type  of 
GrPO  is  rejected  and  the  GrPO  is 
defined as area. 

Results 

The proposed algorithm analyzes the ration of 
general  total  length  for  side  edges  to  general 
total  length  for  all  MST  edges.  So  it  remains 
invariant to scaling and rotation of ACI. Total 
length  evaluation  allows  excluding  the 
influence  of  ACI  shape.  So,  the  proposed 
algorithm  is  resistant  to  contour EV  direction 
changes. 

The  proposed  algorithm  is  not  required  the 
construction  of  ACI  contour.  It  is  also 
integrated  in  the  procedure  of  MST 
construction,  which  allows  increasing 
performance  of  algorithm  by  decreasing  the 
number of total enumerations for the set of PO 
at GrPO. 

Conclusion 

Therefore  the  proposed  algorithm  may  be 
applied  for  GrPO  distinction.  Although 
algorithm works only with ACI in the form of 
MST,  it  is  more  resistant  to  ACI  shape. 
Decreasing  the  number  of  total  enumerations 
for  the  set  of  PO  at  GrPO  increases  the 
performance  of  algorithm  and  allows  it  to  be 
executed in real time mode. 
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TWICE STOCHASTIC MODELS OF IMAGES 

K. Vasiliev1, V. Dementiev1, N. Andriyanov1 
Vasiliev K., Dementiev V., Andriyanov N. Twice stochastic models of images 

1 Ulyanovsk state technical university, 32, Severnyi Venec, Ulyanovsk, Russia, 432027, 
vkk@ulstu.ru, 8422778082 

This paper is devoted to the synthesis of algorithms of double stochastic AR models that 
can be used to form images that are similar in their properties to real signals. In addition 
to solving the problem of synthesis the filtering of multidimensional images generated 
by double stochastic models is considered. 

 Introduction 

At  present  time  the  problems  of  multi-
dimensional  data  processing  have  become 
particularly  important.  It  occurs  due  to 
widespread  use  of  the  methods  of  various 
objects  images registration,  including a multi-
spectral  (up  to  10  spectral  bands)  and 
hyperspectral (up to 300 bands) registration of 
the  earth's  surface.  This  survey  results  in 
obtaining  of  multidimensional  arrays  of 
information,  determined  by  the  spatial 
coordinates,  spectral  range  and  the  pickup 
time. Significant volumes of the information to 
be  processed  can  potentially  improve  the 
quality  of  processing  of  satellite  images,  but 
require  new  methods  of  qualitative  and 
quantitative  analysis  of  aerospace  observation 
in  the  form  of  a  single  multi-dimensional 
aggregate. 
For  effective  solution  of  various  image 
processing  problems  their  correct 
mathematical  formulation  is  needed,  which 
first  of  all  includes  the  mathematical 
description,  that  is  the  image  model  as  an 
object of study. 
Despite  the  variety,  the  known  mathematical 
models  of  multi-dimensional  signals,  usually 
used  for  solving  the problem of  estimation of 
multidimensional  images  [2, 5, 6, 8-11], have 
a  number  of  drawbacks.  Among  these 
drawbacks  considerable  difficulties  of 
description  of  spatially  inhomogeneous  and 
time non-stationary  real  stuff are of particular 
interest.  Therefore,  for  achievement  of  a 
satisfactory solution  to the problems of  image 
processing  it  is  very  important  to  choose  the 
appropriate  mechanisms  to  model  these 
observations. 

Synthesis of double-stochastic model 

It  should  be  noted  that  double  stochastic  or 
mixed  models  of  random  fields  are  known  in 
the literature for a long time.  In [6]  for image 
simulation  it  is  proposed  to  use  combinations 
of  different  methods  of  random  fields 
generation.  One  of  such  combinations,  for 
example, can be represented as follows:  
          )())(1()()()( 21 xBxxBxxB  - ,  (1) 

where  1( )B x   -    a  realization  of  one  of  the 

microstructures  (e.g.  an  object  on  the  image), 

2 ( )B x  - a realization of another microstructure 

(e.g.  underlying  surface),  ( )x   -  a  realization 

of the field determining the interaction. In this 
case  the  multipliers  ( )x   and  (1 ( ))x-  

perform switching  from one  realization  1( )B x  

to another one  2 ( )B x .  

In  a  number  of  works,  such  as  [3,  4]  it  is 
proposed  to  use  the  double  stochastic  models 
to  describe  various  processes  associated  with 
the  description  of  the  financial  indices  of  the 
turbulent  flow  and  network  traffic.  However, 
several  problems  arise  when  using  these 
results  to  describe  the  multi-dimensional 
random  fields.  The  resulting  solutions  are 
either  unable  to  fully  describe  the 
characteristics of the variety of real images, or 
involve  significant  difficulties  in  the 
subsequent  analysis  and  estimation.  To 
overcome  these  difficulties,  we  assume  that 
the  random  field  is  defined  on  a  multi-
dimensional  rectangular  grid     so  that  its 

values  ),,,( iiji xFx   where  i ,  Dj , 

()F -  a  certain  transformation; 
i   -  model 

parameters,  which  represent  a  random  field 
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independent  of  i .  Then  the  density  of  the 

random variable 
i

x  can be defined as follows 

.)()()( i

D

iiii dxx    

The coefficients 
i   characterize  the  size  and 

shape  of  the  objects  on  the  simulated  image, 
and  increase  of  the  average  values  of  these 
parameters will lead to increase of the average 
size of the objects on the simulated image. The 
choice  of  a  method  for  converting  the 
brightness  values  into  a  set  of  correlation 
parameters  enables  to  monitor  the  values  of 
images  correlation  functions  (CF),  which 
makes  it  possible  to  simulate  random  fields 
with  correlation  properties  similar  to  real 
satellite images. 
As an example let us consider a realization of 
the  two-dimensional  random  field 

},{  ixX , obtained by using a model with 

multiple  roots  of  the  characteristic  equation 
[9].  In  this  case,  the  simulated  images  are 
derived  from  one-dimensional  autoregressive 
equations  [9].  For  example,  for  the  second 

order AR process  iiii xxx   -- 2
2

12  the 

corresponding  two-dimensional  eight-point 
random field model can be obtained: 
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Assume  that  parameters  x   and  y ,  used  in 

the  model,  are  not  constant  values,  but  are 
realizations of the two basic random fields, the 
brightness  values  of  one  of  which  will  be 
converted into the set of correlation parameters 

}2,..,1,1,..,1,{ MjMixij  , and brightness of 

the  other  will  be,  correspondingly,  converted 
into  the  set  of  correlation  parameters 

}2,..,1,1,..,1,{ MjMiyij    in  accordance 

with the following formulas: 
  xijjixxxjxixjixxxij rrrr  - ---- )1)(1(21)1(2)1(1 ,  (3) 

yijjiyyyjyiyjiyyyij rrrr  - ---- )1)(1(21)1(2)1(1 ,(4)  

where    }{ xij   and  }{ yij   –  two-dimensional 

random  fields  of  independent  Gaussian 
random  variables  with  zero  mean  and 

variances  22
2

2
1

2 )1)(1(}{
xxxxij rrM  --   and 

22
2

2
1

2 )1)(1(}{
yyyyij rrM  -- ; }{ 22

xijM
x

  , 

}{ 22
yijM

y
   .  

An  example  of  the  model  image  realization 
with  varying  correlation  properties  which 
characterize  relief of  the assumed snapshot of 
the Earth's surface is shown in Fig. 1, where a 
-  basic  random  field;  b  –  image  frame  with 
varying correlation properties. 
 

     
      a) (0.99;0.99)          b) (0.9;0.9) 

Fig. 1. Simulation of images with varying correlation 
properties 

Filtering of double-stochastic model 

Double-stochastic  image  models  enable  to 
give  an  adequate  description  of  signals  in  a 
variety  of  information  retrieval  systems.  In 
such systems, as a rule, signals are transmitted 
via  the  communication  channels  containing 
noise.  At  that  a  number  of  problems  of 
processing  of  signals  on  noisy  background 
arises,  the  most  complicated  of  which  is  the 
problem  of  multidimensional  RF  filtering  [2, 
5-11].  To  solve  the  problem  of  double 
stochastic  RF  filtering  we  first  consider  the 
following one-dimensional version of the field. 
Suppose  we  have  a  random  sequence  { }ix , 

formed  according  to  the  formula 

1 1i i i ix x - -  ,  where  1i i ir  -  ,  r   - 

correlation  coefficient of  the base process,  i  

and  i   -  normal  random  variable  with  zero 

mean  and  variances 
i

V
   and 

i

V


respectively. 

Suppose  that  observation  { }iz   is  an  additive 

mixture of sequence { }ix  and white noise { }in  

with  variance  nV :  iii nxz  .  Then  the 

observation  model  can  be  written  as  follows: 

iii nxFz  )( ;   iii xx   - )( 1 . For filtering 

of such a sequence we use non-linear Kalman 
filter [5]. In this case, we obtain the following 
filtering equation:  
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To filter a flat image, we can make use of the 
vector (row-wise) non-linear Kalman filter [9]. 
For  this  purpose  we  combine  the  image  row 
elements  into  the  vector 

 TiNiii xxxx ,,, 21  . Then the image model 

(1) can be written as follows: 

  iiiixi xxx   )1(1)1( ---  ,    (6) 

where  )( yi
T

xi
T

i
T

i
T xx   .  

And the process of row-wise estimation can be 
written as follows: 

 эpiin

pi

T

iэpipi xzV
x

F
Pxx ˆˆˆ 1 -



 -   (7) 

Let  us  compare  the  resulting  algorithm  with 
the  Wiener  filter  [5,  8].  Despite  the  fact  that 
the  use  of  the  latter  generally  requires  a 
stationarity  condition  for  the  field  { }ijx   with 

very slow change in the basic fields  }{ xij  and 

}{ yij  the CF of the mixed model can be very 

close to the CF of the Habibi model [1]: 
||||2||ln||ln2||||2 jbia

x

ji
x

j
y

i
xxij eeeeB yx -- 

 (8) 

Under  the  specified  conditions  this  makes  it 
possible  to  estimate  { }ijx   on  the  basis  of  the 

Wiener filter: 
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1

1

2

1
,

ˆ
M

q

M

u
ujqiquij zhx ,      (8) 

where  quh   -  weight  function  which  can  be 

expressed  through  known  relationships 
between  CF,  spectrum  density  and  frequency 
response [8]. 
The  results  of  the  two  filtering  algorithms 
operation  are  shown  in  Fig.  2  and  Fig.  3:  a  - 
the  original  image;  b  -  noisy  image;  c  – 
estimate  of  the  image  by  means  of  the  filter. 
The parameters of  the  image  to be  simulated: 

image  size  240×240;  12 x ;  78.0
x

m ; 

78.0
y

m ;  003.02 
x

 ;    003.02 
y

 ; 

99.02121  yyxx rrrr ;  32 n . 

 

 
            a)     b)       c) 
Fig. 2. a - image without noise; b - image with noise; c- 

Wiener estimation of the image 

 
a)     b)       c) 

Fig. 3. a - image without noise; b - image with noise; c- 
Kalman estimation of the image 

 

The results of filtering error dependence 
versus noise variance are shown on the graphs 
in Fig. 4. 
 

 
Fig. 4. The dependence of the filtering error variance 

versus noise variance 

 
Filtering  errors  dependencies  analysis  at 
various  parameters  of  the  original  images 
shows  that  for  non-uniform  images  the 
Kalman filter has an advantage due to varying 
properties  of  the  random  field.  This  gain  for 
special cases can attain 70% in the sense of the 
estimation variance. 

Conclusion 

Thus,  in  this  paper  a  technique  of  imaging 
with  varying  properties  is  given  and  also 
synthesis  of  image  recursive  filtering 
algorithm  is  performed.  The  obtained  results 
will  enable  in  the  future  to  develop 
mechanisms  of  forming  of  quasi 
inhomogeneous  multidimensional  images 
similar  to  the  actual  in  the  sense  of  their 
correlation properties. 
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In  this paper, we present  the results of  research into and practical use of methods and 
algorithms  for  purposeful    splitting  of  raster  data  in  relation  to  the  tasks  of  semantic 
interpretation of document-type graphical data (schemes, plans, drawings,  topographic 
maps,  nautical  charts,  survey  sheets,  etc.),  as  well  as  images  of  Earth  remote  sensing 
(ERS). 

Introduction 

Significant  amounts  of  graphic  information 
(GI)  used  in  communication  systems 
determine  the  relevance  of  the  rapid  and 
reliable recovery of useful  information, which 
is  necessary  to  make  pragmatic  decisions, 
from  this  stream. Given  the  fact  that  the base 
non-derivative  (primitive)  information  object 
of  GI  is  a  raster  image  without  regard  to  its 
substantive  content,  it  is  important  to  design 
and  develop  methods  and  algorithms  for  fast 
and  reliable  assessment  of  its  substantive 
content  in  terms  of  symbols.  The  solution  of 
these  problems  is  directly  related  to  the 
effective scheme of splitting the original raster 
image into structural elements that are suitable 
for  further  analysis  and  synthesis  of  the 
document's symbol content using methods and 
algorithms  of  pattern  recognition.  Our  paper 
offers  an  approach  to  the  solution  of  this 
problem. 

Statement of the problem 

For  graphic  document  data,  the  raster  image 
will be considered to be  an electronic copy of 
the  graphic  document  with  a  standardized  (in 
terms of color and geometry)  symbol content. 
We will also assume that for the raster image, 
as  an  integral  data  object,  essentially  a 
spatially  organized  set  of  primitive  pixel 

elements,  the  following  operations  have 
already been performed: 
a)  referencing  to  the  real-world  coordinate 
system; 
b) elimination of pixel distortions; 
c)  restoring  the  color  palette  of  the  original 
image document. 
Algorithms for solving these problems are well 
known,  therefore  they  are  not  considered  in 
this paper. 
Thus,  the  problem  of  data  structural  analysis 
can be formulated as follows. 
It is necessary to split the original raster image 
(bitmap)  into  such  a  hierarchical  sequence  of 
structural  elements  for  which  a  high-
performance  scheme  of  their  algorithmic 
design  will  be  possible  and,  subsequently,  a 
simple  and  reliable  scheme  for  object 
interpretation.    Below,  we  give  the  schemes 
for  raster  image  splitting  and  the  algorithmic 
content    for  their  implementation,  both  for 
graphic  images  [1-3]  and  for  Earth  remote 
sensing images [4]. 

Models and algorithms for  structural 
analysis of raster graphic images 

The original  set of pixels of the graphic image 
raster  are  broken  down  successively  into  the 
following  subsets:  the  foreground  pixels 
(symbols  -    "dark"),  the  background  pixels 
(background  -  "light").  Then,  the  resulting 
subset  is  additionally  split  into  3  classes: 
discrete (those associated with the symbols of 
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small  dimensions);  linear  (those  belonging  to 
line-type symbols); area (background).  
Next,  for  each  selected  subset  of  pixels,  the 
following  hierarchical  structural  model  is 
proposed: 
  - a pixel - an initial primitive element; 
  - a bar - a linear cluster of pixels; 
 -  a  simple  raster  object  (SRO):  a  cluster  of 
bars  of  the  same  colour  with  a  single 
connection; 
 -  a  blob  –  a  colour  spot:  a  connected  set  of 
SROs of the same colour (strokes,  pixels); 
 -  symbol  -  a  connected  set of  (in  the general 
case) coloured SROs, strokes, and  pixels; 
 - raster image – an image of a disjoint sets of 
plotted blobs (symbols). 
Algorithm  1.  For  splitting  pixels  into 
background  and  symbol  pixels,  we  used  a 
simple algorithm based on a threshold scheme. 
A pixel was classified as a background pixel if 
its  brightness  was  less  than  a  predetermined 
threshold,  otherwise  the  pixel  should  be 
assigned  to  the  class  of  symbol  pixels.  The 
threshold  value  of  brightness  was  chosen  by 
the  parameters  of  the  normative  color  palette 
of the document. 
Algorithm  2.  To  classify  the  pixels  as 
belonging  to  a  discrete,  line  or  area  raster 
objects,  the following calculation scheme was 
used.  A  cluster  of  uniformly  coloured  pixels 
was  selected  from  the  unclassified  pixels.  If 
the  dimensions  of  the  cluster  were    less  than 
those specified, then all  the pixels of this spot 
were  classified  as  belonging  to  discrete 
objects.  Otherwise,  for  each  pixel  in  the 
selected colour spot the minimum length of the 
segment of the bar section was calculated and 
if  the  length  of  this  segment  was  less  than 
some specified value, this pixel was classified 
as  belonging  to  line  objects,  otherwise  it  was 
referred  to the class of pixels of area objects. 
The  process  of  selection  of  the  structural 
elements  of  the  proposed  raster  model  of  the 
BAR,  SRO  or  BLOB  type  involved  the 
standard  procedures  of  cluster  analysis  based 
on  color  similarity  and  spatial  coherence  of 
pixels.  Application  of  the  bar  model  of 
multicolour  raster  image  can  significantly  (10 
to  20  times)    improve  the  performance  of 
algorithms, not only during construction of the 
structural model of the raster image, but also at 
the stages of  forming the geometrical  (vector) 

model  of  the  image  and  recognition  of  the 
symbol content of the graphic document. 
At  the  geometric  (vector)  level  of  raster 
description,  the  following  sequence  of  raster 
vector models is proposed. At the lowest level, 
the whole aggregate of  blobs built at the pixel 
level  is  uniquely  described  by  the  contour 
model  of  the  raster  image  as  a  set  of  disjoint 
closed  non-intersecting  planar  curves,  which 
are  essentially  a  structured  vector  description 
of  the  boundaries  of  colored  spots.  At  the 
second  (higher)  level,  a  segment-contour 
model  was  used  for  the  vector  description  of 
the raster image. In this model, the aggregates 
of  pixel  structural  elements  belonging  to 
discrete  and  area  symbols  are  presented  as  a 
contour  model,  while  pixel  formations 
belonging  to    line  symbols  are  represented  as 
an aggregate of segments,  i.e. as an aggregate 
of  curves  that  describe  the  behavior  of  axial 
lines of  line  raster  objects  at  the vector  level. 
This model  is not unequivocal and admits  the 
reverse  transition  (rastering)  of  line  raster 
objects  of  the  graphic  document  being 
processed  with  the  accuracy  up  to  one  pixel. 
Besides,  it  should  be  noted  that  the  structural 
elements  of  these  models:  contours  and 
segments  are  "coloured",  i.e.  they  contain  a 
colour  characteristic  in  their  description.  This 
is a significant factor facilitating the automatic 
recognition  of  graphic  symbols  in  the 
document. 

Models, methods and algorithms for the 
structural analysis of raster images of Earth 

remote sensing 

The  data  flows  generated  by  the  methods  of 
Earth remote sensing (ERS) are formatted as a 
multispectral set of  images for a given  terrain 
area.  Numerical  zoning  and  mosaic  coverage 
methods  are  used  to  provide  positional 
alignment  of  images  of  different  spectral 
components. 
For the data thus formatted, in this paper ERS 
images    will  be  treated  as  a  matrix  of  vector 
elements 

P[Pij] (i=1,2,3,.. N; j=1,2,3,..,M),       (1) 
where:                    
Pij  -  vector  object  with  components  
Pij={I1,I2,I3,..Ik}; 
M,N - pixel dimensions of the image field;  
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Ik  -  brightness  intensity  of  the  k-th  spectral 
component;  
k  -      dimension  of  the  vector  pixel  element 
(actually  it  is  the  number  of  simultaneously 
registered  spectral  signals  in    different  ranges 
of  scanning  radiation).  Besides,  it  is  assumed 
that  for  the  terrain  area  of  interest  its  object 
content has been formed using the methods of 
GIS applications. 

O{Op}, p=1,2,3,…,L                (2) 
 
For  the chosen model of  remote sensing data, 
that are positionally related to a particular area 
of the Earth's surface, we studied the problem 
of  focused  structural  analysis  of  the  vector 
matrix (1). 
   The central  task of  the  structural  analysis  is 
to  split  the  original  set  of  filling  elements  of 
the  matrix  (1)  into  such  a  subset  of  pixel 
clusters  
       K={Ks},  s=1,2.3,..L ,       (3)              
that:   
1)  each  pixel  of  the  matrix  (1)  is  always 
included  in  one  and  only  one  of  the  clusters 
(the  condition  of  absence  of  intersection  of 
clusters Ki * Kj =0,   i=j,    i,j=1,2,3,…,M);  
2)  this  requires  that  each  cluster  Ks  of  (3) 
should be  a positionally related component of 
the pixels having similar spectral composition. 
To solve the problems of structural analysis of 
multi-channel  Earth  remote  sensing  data,    the 
mathematical model was chosen of the source 
data in the form of N objects (pixels) set in the 
k+2  dimensional  space  of  the  combined 
aggregate  of  spectral  and  spatial  features.  In 
this  case,  the  source  data  for  solving  the 
problems of structural analysis are in the form 
of a set of vector objects: 
 
P={Pm} m=1,2,.. N ; N= count X*count Y (4)   
            
Pm  - original vector element of the data;  
N - number of elements (pixels);   
count X, count Y -  linear pixel dimensions of 
the image (raster).  
We have considered the following scheme for 
splitting  the  raster  image  by  means  of  cluster 
analysis  methods.  Initially,    clusters  of  pixels 
were selected successively only in the space of 
spectral  features. The  spectral  similarity of   2 
pixels  Pi,  Pj  was  measured  by  the  metric  of 
proximity: 

a)    with  the  account  of  absolute  values  of 
brightness of the spectral components 

 

R�Pi, ��� =  ∑ (��
��

���  − ��
�
)  (5) 

 
b)  in  the  invariant  form  with  respect  to 
brightness  properties  of  spectral  channels  as 
the  spectral  correlation  coefficient  of  2 
spatially distinct objects (pixels): 
 
 Kij= Cov(Pi,Pj)/(Cov(Pi Pi)*Cov (Pj Pj))  (6)  
 
The  procedure  of  clustering  in  the  space  of 
spectral  features  consisted  in  the  following:  a 
k-dimensional distribution histogram of vector 
pixel  of  matrix  (1)  in  the  space  of  k  spectral 
components  was  constructed.  For  each  local 
peak  of  the  histogram,  another  cluster  is 
formed  of  pixels  that  have  not  yet  been 
clustered. Parameters of the constructed cluster 
are  calculated  as  the  average  values  of  the 
spectral components of the pixels that fill it. At 
the final stage, spatial mapping is performed of 
the constructed spectral clusters    - "spots." At 
this point, the process of structural description 
of the vector raster image (1) in the form of a 
model of spectral spots (areas of interest)  

G= {Gt } , t=1,2,3,..,S 

is  concluded  and  the  data  are  prepared  for 
solving the task of classification. 

Classification  of  elements  of  an  ERS  raster 
image  is  a  essentially  a  preliminary  decoding 
of  the  semantic  content  of  the  image  and 
consists in assigning each pixel of the image to 
one  of  the  specified  classes.  In  order  to 
optimize the computational complexity of  this 
task,  its  solution  only  involved  the  above-
constructed  aggregate  of  spectral  spots  G 
(areas of interest). 
The procedure of classification was as follows: 
1) a raster pattern was chosen for each class of 
objects; 
2)  for  each  sample,  a  recursively  nested 
hierarchical  system  of  spectral  features  Q,V 
was constructed: 
Q,V=  {Qr, Vr}, r=1,2,..,u ;  
where          u  is    the  number  of  levels  of  the 
feature tree;  
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Qr,  -  is  the  average  brightness  in  the  raster 
window of the size  2(r-1) x 2(r-1); 
 Vr - is the average brightness variability in the 
raster window of the size  2(r-1) x 2(r-1) . 
Qr  and  Vr      are  calculated  recursively  by  the 
formula: 
 
Q0 =  �;   ��  =  0;    

����  =  
1

4
����,�

�

�;                                        (7) 

���� = max
�

��.� − min
�

��,� ;   � =  (1,2,3,4)     

The  pixel  matrix  of  the  areas  of  interest  was 
scanned with the raster window of the standard 
pattern  for  a  given  class  of  objects.  In  the 
process of scanning,   the current values of the 
spectral  features  were  first  calculated  at  each 
point  by the formula (7), and then with the use 
of these values the similarity was assessed  of 
the  standard  raster  window  and  the  current 
pixel window. If the measure of similarity was 
sufficient,  then  the  pixels  of  the  current 
window  were  assigned  to  the  class  being 
recognized.  After  applying  this  procedure  for 
all  of  the  standard  patterns,  the  task  of 
classification  of  image  pixels  was  considered 
accomplished. 

Conclusion 

The  proposed  models  and  the  structural 
analysis  algorithms  are  implemented  in  the 
form  of  a  dedicated  software.  Their 
experimental  testing  as  components  of  the 
technologies  for  the  processing  of  raster 
topographic  maps  and  nautical  charts,    raster 
images  of  Earth  remote  sensing,  as  well  as 
photographic  images  in  the  tasks  of  3D-
modeling  of  buildings  and  structures  has 
confirmed their effectiveness. 
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The  paper  describes  the  solution  of  the  problem  of  object  identification  in  graphic 
images  based  on  recognition  with  self-learning  to  improve  the  efficiency  of 
technologies for creating digital graphic documents. The results are implemented in the 
experimental technology of digital databases of graphic documents. 

 

Introduction 

In  most  cases,  graphic  documents  contain 
objects  whose  description  generally  complies 
with the requirements. Some examples of such 
graphic documents are books, maps and plans, 
nautical  charts  and  other  types  of  documents. 
However,  in  many  cases  the  rules  of 
nomenclature description of objects in graphic 
documents  are  not  observed.  Among  such 
documents are some nautical navigation plans, 
and in most cases, hydrographic survey sheets. 
As  a  rule,  the  resulting  contour  model  for 
describing objects in the image does not match 
the  standard  format  for  such  graphic 
documents  and  has  specific  features  both  in 
terms  of  the  composition  of  the  objects,  and 
ways  for  representing  them. Thus,  the  task of 
providing automated entry of  such documents 
becomes  difficult  due  to  the  low  level  of 
recognition of objects  in  the  image. Problems 
of  this  kind  are  also  encountered  in  the 
recognition  of  objects  in  the  images  of  Earth 
remote sensing. 

Statement of the problem 

A  peculiar  feature  of  the  above-mentioned 
graphic  documents  is  their  stylized 
representation  form,  despite  all  possible 
deviations  from  regulatory  requirements  to 

object  representation.  This  means  that  all  the 
objects  that  are  similar  in  shape  can  be 
attributed  to  the  same  equivalence  class. 
Therefore,  to  solve  the  problem  of  accurate 
recognition it  is necessary to replace the basic 
set of  standard patterns with a set of  standard 
patterns  generated  by  the  objects  of  this 
particular  document.  The  task  of  recognition 
will be solved in full, if each equivalence class 
is further assigned an appropriate identifier. 

Methods for solving the problem 

It  is  proposed  to  carry  out  object  recognition 
based on the calculation of similarity estimates 
using  the  correlation  and  extreme  contour 
method  (CECM)  [1,2].  CECM  is  invariant 
with respect to orthogonal transformations and 
scaling,  which  ensures  the  most  complete 
composition  of  objects  in  the  equivalence 
class.  CECM  is  used  in  a  self-learning  mode 
with  automatic  replenishment  of  standard 
patterns  based  on  descriptions  of  unidentified 
objects [3]. Thus, as a result of using CECM in 
the  self-learning  mode,    two  files  will  be 
generated  at  the  output:  the  file  of  standard 
patterns  and  the  file  for  the  parametric 
descriptions  of  recognized  objects,  this  latter 
file  being  a  set  of  fixed-length  entries.  Each 
entry  includes  the  data  necessary  to  recover 
the  object,  including  a  link  to  the  standard 
pattern whose assessment of similarity has the 



343 
 

 

greatest  value.  At  this  point,  the  first  part  of 
the  recognition  procedure,  consisting  of 
breaking down all the objects into equivalence 
classes,  is  completed.  Next,  each  equivalence 
class  should  be  assigned  a  corresponding 
identifier. 
According  to  the  proposed  technology,  the 
assignment  of  identifiers  is  performed  upon  
visualization  and  examination  of  the  standard 
patterns.  Here,  three  possible  outcomes  of 
identification  of  the  standard  patterns  are 
possible.  In the first case,  the standard pattern 
is some class of equivalence and it is necessary 
to assign it a name appropriate to the image. In  
Figure 1a, the standard pattern with the image 
of the number "3" is assigned the code of this 
character.  In  Figure  1b,  a  noise  object 
corresponds to the standard pattern image, and 
there  is  no  sense  to  interpret  it  in  terms  of 
symbol- sign coding. 

 
Fig.1.  Identification of standard patterns 

 

As  a  rule,  noise  objects  are  parts  of  contours 
that have fallen apart. The standard pattern  in 
Figure 1c clearly bears some information load, 
the loss of which is undesirable when entering 
the document. Therefore, the input  technology 
in such situations provides for two options for 
further  actions  of  the  user.  In  the  first  case, 
with  the  use  of  this  standard  pattern,  all  the 
objects  are  found  of  the  corresponding 
equivalence class, and they are entered  in the 
interactive  mode.  One  disadvantage  of  this 
solution  is  the need  to enter  in  the  interactive 
mode  not  only  the  attribute  data,  but  also  the 
metric  description  of  the  elements  of  the 
document  content.  In  the  case  when  an 
element  of  the  contents  has  a  metric 

description, it is preferable to use the option of 
correcting the original image of the sign. Then, 
after  implementing  all  the  necessary 
corrections  of  the  signs,  a  new  contour 
representation  of  the  image  is  formed  with  a 
different  set  of  objects.  This  will  enable  the 
automatic assembly mode of such elements of 
the document content. 
To  implement  the  automatic  assembly  mode, 
certain  requirements  should  be  met  with 
respect  to  the  specification  of  the  metric 
description  of  standard  patterns.  When 
forming  inscriptions,  the  orientation  of  the 
standard  patterns  for  their  identification  must 
be horizontal.  Also,  for  reliable detection  and 
identification  of  subscript  and  superscript 
characters,  one  must  specify  the  anchor  point 
and the form of standard patterns. 

Results 

The  potential  of  the  proposed  technology  to 
automate  the  input  of  the  elements  of  the 
content  of  graphic  documents  can  be 
demonstrated  by  using  the  example  of  the 
digital  equivalent  of  the  hydrographic  survey 
sheet  PGS2  [2].  Vector  description  of  the 
image  of  this  sheet  consisted  of  35905 
contours. Figure 1 shows that the font style of 
the digits on the image does not match the font 
D-431,  which  must  be  used  in  the  survey 
sheet.  Moreover,  such  a  style  of  characters 
does not match any one of the fonts used in the 
production of nautical charts.  In  the course of 
recognition of PGS2 image objects in the self-
learning  mode,  335  standard  patterns  have 
been obtained, which is more than an order of 
magnitude  less  than  the  number  of  objects. 
The  examination  of  the  standard  patterns 
showed that the first group shown in Figure 1a 
should include 33 patterns, the second group in 
1b  -189  patterns,  and  the  third  group  in  1c  - 
113 standard patterns.  
In  this  document,  labeling  the  standard  patterns 
for the first group is a fast procedure, but the main 
part  of  time  consumption  is  associated  with  the 
analysis  of  the  third  group  1c.  For    64  standard 
patterns  of  this  group,  only  the  attributive 
characteristics  need  to  be  entered,  while  for  49 
standard  patterns  it  is  desirable  to  implement 
corrections  in  the  original  description  of  the 
corresponding fragments of the image in order to 
enable  the  subsequent  use  of  the    metric  of  the 
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newly  obtained  contours  to  automatically 
generate  the  content  elements  of  the  document 
PGS2.  It should be also noted that the style of the 
characters in the document will be fully reflected 
in the description of the standard patterns, which  
will naturally increase the quality of recognition. 
This,  in  turn,  will  reduce  the  time  required  for 
interactive  input after  the operation of automatic 
procedures when producing digital maps, survey 
sheets and other graphic documents. 
Another problem that can be solved using CECM 
recognition in the self-learning mode is to detect 
certain  kinds  of  objects  or  to  identify  areas  of 
interest.  In  this  case,  one  will  also  have  to  look 
through  the  standard  patterns  file  and  to  specify 
the objects of interest to the user. Figure 2 shows 
a fragment of the satellite image of a sea area. 

 
Fig.2. Detection of objects 

 

When  reviewing  the  resulting  file of  standard 
patterns,    the  contour  corresponding  to  the 
vessel  of  a  particular  shape  was  specified.  In 
this  fragment  of  the  image,  5  vessels  are 
marked  that  have  the  shape  similar  to  that  of 
the standard pattern. 

Conclusion 

Improving  the  efficiency  of  automated 
procedures  for  entering  graphic  documents  is 
largely  determined  by  the  recognition  quality 
of  the  image  objects.  As  follows  from  the 
above,  the  recognition  quality depends on  the 
standard patterns that are formed automatically 
in  the  self-learning  mode.  As  a  result,  a 
significant  reduction  in  time  consumption has 

been  achieved  when  digitizing  nautical  charts 
and survey sheets.  
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The  problem  of  image  correspondence  measure  selection  for  image  comparison  and 
matching is addressed. Most popular technique for image shape comparison utilizes the 
mutual  information  measure  based  on  probabilistic  reasoning  and  information  theory 
background. Another well-known approach for “intensity-to-geometry” shape matching 
was proposed by Pytiev. In our previous work this Pytiev morphological approach was 
generalized  for obtaining  the pure “geometry-to-geometry” shape matching  technique. 
In our other previous work the transform distance for geometrical difference evaluation 
of  shapes  named  Geometrical  Difference  Index  (GDI)  was  proposed  and  normalized 
similarity  measure  of  image  shapes  based  on  GDI  was  defined.  This  paper  contains 
some new experimental results and represents comparison of aforementioned similarity 
measures in multispectral matching application. 

 

Introduction 

This  paper  addresses  the  problem  of  image 
matching “just by shape” with no dependence 
on  the  concrete  intensity  or  radiometric  pixel 
values. For example, one can compare images 
of  one  scene  captured  at  different  seasons, 
different time of day, in different weather and 
lighting conditions, in different spectral ranges 
and so on. 
The  most  popular  technique  for  such  image 
shape  comparison  utilizes  the  mutual 
information  measure  based  on  probabilistic 
reasoning  and  information  theory  background 
[1].  The  other  approach  was  proposed  by 
Pytiev  (so called “Pytiev morphology”) based 
on geometrical and algebraic reasoning [2]. 
Mutual  information  approach  is  based  on 
probabilistic  reasoning.  It  provides  the  robust 
tool  for  matching  of  images  with  different 
intensities based on their  joint 2D histograms. 
But  these  histograms  cannot  explain  the 
geometrical  idea  of  image  “shape”  in  some 
evident  form.  Such  mathematical  “shape” 
formalism  is  given  in  evident  form  in  the  so-
called  “morphological”  approach  for  image 
comparison proposed by Pytiev. 
In  the framework of  this approach images are 
considered as piecewise-constant 2D functions 
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where  n  –  number  of  non-intersected 
connected  regions  of  tessellation F  of  the 
frame  ,  F={F1,…,Fn};  f=(f1,…,fn)  – 
corresponding  vector  of  real-valued  region 
intensities;  Fi(x,y){0,1}  –  characteristic 
(support) function of i-th region: 
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Set of images with the same tessellation F is a 
convex  and  close  subspace  FL2()  called 
shape-tessellation or simply shape: 
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For  any  image  g(x,y)L2()  the  projection 
onto the shape F is determined as 
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Pytiev  morphological  comparison  of  images 
f(x,y)  and  g(x,y)  is  performed  using  the 
normalized  morphological  correlation 
coefficients of the following form 
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The  first  formula  estimates  the  closeness  of 
image  g  to  the  “shape”  of  image  f.  Second 
formula measures  the  closeness  of  image  f  to 
the  “shape”  of  image  f.  In  general  KM(g,F)  is 
not  equal  to KM(f,G).  So,  this  morphological 
image  matching  score  is  asymmetric  in 
contrary  to  symmetric  linear  correlation 
coefficient KN(f,g). 
In  our  previous  work  [3]  this  Pytiev 
morphological  approach  was  generalized  for 
obtaining  the  pure  “geometry-to-geometry” 
shape matching technique. In [4] the transform 
distance  for  geometrical  difference  evaluation 
of  shapes  named  Geometrical  Difference 
Index  (GDI)  was  proposed  and  normalized 
similarity  measure  of  image  shapes  based  on 
GDI  was  defined.  This  paper  contains  some 
new  experimental  results  and  comparison  of 
aforementioned  similarity  measures  in 
multispectral image matching application. 

Geometrical shape comparison  

In  [3]  the  geometrical  shape  comparison 
approach  was  developed  based  on  Pytiev’s 
morphological image analysis. 
Let  f(x,y)  form  F  is  a  piecewise-constant  2D 
function described above (in section 2). Image 
g(x,y)  from  G  is  an  analogous  2D  function 
with  m  as  a  number  of  tessellation  regions 
G={G1,…,Gm};  g=(g1,…,gm)  –  vector  of 
intensity  values;  Gj(x,y){0,1}  –  support 
function  of  j-th  region.  Let’s  introduce 
following additional set of “S-variables”: 
S – area of the whole frame ; 

2
),( yxS Fii   – area of tessellation 

region Fi; 
2

),( yxS Gjj   – area of tessellation 

region Gj; 
 ),(  ),,( yxyxS GjFiij   – area of 

intersection FiGj. 

Mean  square  effective  morphological 
correlation  coefficient  (MSEMCC)  for  shapes 
F and G was determined as 
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where  K(Fi,Gj) = Sij / S  –  normalized 
influence coefficient for pair of regions Fi and 
Gj; 
KM

2(Gj,Fi) = Sij / Sj  –  square  of  normalized 
morphological correlation for pair of regions. 
In  [4]  the  special  transform  distance  for 
geometrical  difference  evaluation  of  shapes 
named  Geometrical Difference Index  (GDI) 
was  proposed.  In  addition,  some  normalized 
similarity measures of  image shapes based on 
GDI were represented. 
GDI  metrics  for  comparison  of  two  image 
shapes F and G was defined as: 
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Metrics properties of GDI were proved in [4]. 
Most interesting GDI-based similarity measure 
proposed  in  [4]  is  a  Centered Metrical 
Similarity Coefficient  (CMSC).  It  is  based  on 
comparison  with  assumption  about  F  and  G 
shapes independence. In this case: 
 

 

 
So, CMSC was defined as: 
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It has the following properties: 

1. KCHS(F,G)[0,1]; 
2. KCHS(F,G)=1  F=G;  
3. KCHS(F,G)=KCHS(G,F);  
4. i,j: pij = pi pj  KCHS(F,G)=0. 

Experimental results 

For  comparison  of  geometrical  correlation 
techniques  and  corresponding  similarity 
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measures,  mutual  information  criterion  and 
Pytiev’s  morphological  coefficient  a  number 
of experiments  is performed over a set of real 
images  including  remote  sensing  and 
multispectral  images.  The  scheme  of 
experimental  comparison  was  slightly 
modified relative to [3]. Some clear fragments 
of  TV  (“etalon”  fragments)  image  were 
compared  with  all  equal-sized  fragments  of 
corresponding IR image without segmentation. 
TV  fragments  were  segmented  with  n  =4 
levels using least square optimal segmentation 
procedure.  For  segmented  image  fragments  f 
(TV)  and  non-segmented  g  (IR)  at  each 
fragment  g  position  (x,y)  following  similarity 
measures were calculated: 
- mutual information MI(F,G); 
-  square  of  centered  Pytiev  morphological 
coefficient 
  KP = KM

2(f – f0,G); 
- square of MSEMCC Km = KM

2(F,G) (1); 
- CMSC KCHS(F,G) (4); 
The  quality  of  these  measures  was  estimated 
by  following  statistics  of  2D  correlation 
function  С(x,y)  –  SNR  (signal-to-noise ratio) 
and E (exceeding of  first maximum to second 
one): 
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where  C1  –  global  maximum  of  correlation 
value;  C2  –  second  global  maximum  of 
correlation  value  out  of  some  small 
neighborhood  of  first  global  maximum;  μ  – 
mean  value  of  correlation  function;  σ  – 
dispersion of correlation function. 
Figure  1  demonstrates  the  example  (Example 
1) of  experimental  clear  TV data and  IR data 
corrupted  by  Gaussian  noise.  Figure  2 
demonstrates 2D-graphs (correlation fields) of 
different correlation measures for matching of 
TV  etalon  and  IR  image  (for  Example  1). 
Corresponding  numerical  data  are  listed  in 
Table  1.  Example  2  (Figures  3,  4;  Table  2) 
presents  the  other  TV-IR  image  pair.  Smaller 
etalon  TV  fragment  is  clear  and  IR  fragment 
corrupted  by  Gaussian  noise.  According  with 
these and other TV-IR matching examples the 
following conclusions can be made: 
1.  In  case  of  relatively  large  fragment 
matching  for  clear  and  noisy  IR  images  both 
Pytiev  morphological  coefficient  and  all 

geometrical  correlation  measures  (1),  (2) 
provide  SNR  and  E  values  close  to  mutual 
information characteristics (a little bit worse or 
better). 
2.  In  case  of  relatively  small  fragment 
matching  for  clear  images  as  Pytiev’s 
morphological  coefficient  as  geometrical 
correlation  measures  (1),  (2)  provide  quality 
values  close  to  mutual  information 
characteristics  too.  For  noisy  IR  images 
matching  values  of  CMSC  (2)  better  than 
Pytiev’s morphological coefficient and mutual 
information characteristics. 
 
Table 1 Numeric data for TV-IR matching 

(Example 1).  
Measure  Max value  SNR  E 
MI(F,G)  0.17562  5.6410  4.2552 
KM

2(f – f0,G); 0.13628  4.5855  2.7565 
KM

2(F,G)  0.05178  5.3068  3.5311 
KCHS(F,G)  0,01013  4.4291  3.6752 

 
Table 2 Numeric data for TV-IR matching 

(Example 2). 
Measure  Max value  SNR  E 
MI(F,G)  0.92975  9.2211  1.9517 
KM

2(f – f0,G); 0.13523  8.5589  1.5447 
KM

2(F,G)  0.01969  8.9991  1.7216 
KCHS(F,G)  0,00639  11.3575  1.9142 

 
 

a) 

b) 

c) 

 
 

Figure 1. Example 1: a) etalon TV fragment; b) test IR 
image; c) segmented TV fragment. 
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Figure 2. Correlation fields for TV-IR matching 

(Example 1). 

 

 
a) 

 
b) 

 
c) 

 
 

Figure 3. Example 2: a) etalon TV; b) test IR; c) 
segmented TV fragment. 

 

 
Figure 4. Correlation fields for TV-IR matching 

(Example 2). 

Conclusion 

The  paper  represents  the  comparative 
experimental  research  of  previously  proposed 
most  robust  geometrical  correlation 

coefficients (1), (2) using 2D image shapes in 
multispectral  image  matching  [3],  [4].  These 
measures  compared  with  Pytiev’s 
morphological  correlation  coefficient  [2]  and 
mutual information criterion [1]. 
In  the  matching  experiments  quality 
characteristics  of  geometrical  correlation 
coefficients  (1),  (2)  was  very  close  to  mutual 
information.  In  some  cases  (especially  for 
noisy IR test images) quality characteristics of 
CMSC  (2)  better  than  mutual  information 
characteristics.  Thus  overall  average 
difference  in  calculation  speed  between 
geometrical  correlation  coefficients  and 
mutual information is about 20%. 
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2D FIGURES SHAPE COMPARISON USING MORPHOLOGICAL 
PATTERN SPECTRA AND EMD METRICS1 

Y.V. Visilter2, 3, S.V. Sidyakin2, 4 
Visilter Y.V., Sidyakin S.V. 2D figures shape comparison using morphological pattern spectra and emd metrics 
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This paper demonstrates in some experiments the possibility of successful solution for 
the tasks of classification of two-dimensional figures and binary images in real time on 
the  basis  of  the  comparison  of  discrete-continuous  morphological  Maragos  spectra 
using the Earth Mover's Distance (EMD) with L1 ground distance. 
 

Introduction 

In  Maragos  paper  [1]  the  technique  was 
proposed for describing flat figures and images 
with  the  morphological  shape-size  pattern 
spectra  computed  by  Serra  mathematical 
morphology [2]. In the paper [3] was proposed 
a  computationally  efficient  way  to  build 
morphological  spectra  of  shapes  and  images, 
based  on  the  use  of  continuous  skeletal 
morphology  of  Mestetskiy  [4].  This  made 
possible  the  use  of  morphological  spectra  in 
the real time vision systems, and therefore, the 
question of the potential areas of their practical 
application became up-to date. 
Today  in  most  of  the  well-known  practical 
applications, morphological spectra are mostly 
used  for  texture  analysis.  Examples  of  the 
usage of morphological spectra as a descriptor 
object  forms  in  recognition  problems  are 
extremely rare.  
In  this paper,  it will be shown experimentally 
that  the  comparison  of  the  morphological 
spectra  in  image  recognition  tasks  can  be 
successfully  implemented  with  the  usage  of 
EMD-metrics  [5].  However,  in  practice,  there 
can  be  uninformative  images  along  with  a 
variety of “rich” images in terms of thickness.  
In  this  case,  morphological  pattern  spectrum  
could  be  used  as  an  additional  instrument  in 
shape recognition tasks. 

Maragos discrete morphological spectrum  

Let  us  given  a  figure  X  and  a  structuring 
element  B,  including  the  origin  (0,0)  of  the 
image  plane  P.  And  there  is  a  parametrically 

scalable  structuring  element  B(r),  having  the 
form of figure B:  
B(r) = {rb| bВ}, r0, b = (xb,yb)P, 
where  r  is  a  scale,  b  is  a  point  with  
coordinates (xb,yb). Consider the binary image 
XP. Let us define the discrete morphological 
pattern spectrum (PS) of X as a function [1]: 
 

  (1) 

 (2) 

 
where  S(X◦B(ri))  =  ||X◦B(ri)||L1  -  area  of 
opening  (closing  if S(XB(ri))),  ri =  ir,  iZ, 
r  –  a  sampling  step  of  the  scale.  The 
expressions  (1)  and  (2)  specify  the  spectrum, 
respectively, for positive and negative parts of 
the r axis.  
In  this  paper  we  propose  to  use  EMD  metric 
for  comparison  of    Maragos  morphological 
pattern spectra. 

EMD metric and the histogram comparison 
task  

In  paper  [5]  the  concept  of  EMD-metrics 
(Earth  Mover’s  Distance)  was  introduced. 
They  are  used  for  comparison  of  «similar 
histogram»  descriptions,  represented  by  a 
finite  set  of  pairs  Pi,hPi,    where  Pi  is  «the 

cluster  representative»,  and  hPi  is  «the  weight 

of the cluster». It is considered, that the objects 
belong  to  some  set  O,  and  weight  - 
nonnegative real numbers.  If there is a known 
ground  metric  dE,  that  allows  pairwise 
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comparing of objects  from O, on  the basis of 
the ground metric can be defined EMD metric 
to compare two similar histogram descriptions 
P and Q: 
 

dEMD(P,Q) = 
= min{hij} j=1,..,m i=1,..,n hij dE(Pi, Qj), 

(3) 

j=1,..,m hQj = 1, i=1,..,n hPi = 1, 

j=1,..,m  i=1,..,n hij = 1, 
i,j: hij 0, hPi = j=1,..,m hij, 

hQj = i=1,..,n hij. 

 
It is easy to verify that when the «objects» Pi and 
Qj  are  the  values  of  Xi  and  Yj  of  some  random 
variables  X  and  Y,  and,  accordingly,  the 
description  of  P  and  Q  represent  a  discrete 
histogram  of  their  distribution  (for  example,  the 
halftone  image  histogram).  Distance  (3)    is  a 
special  case  of  1-th  order  Wasserstein  distance 
[6]. And the 1-th order Wasserstein distance is a 
special case of Monge-Kantorovich distance [7]. 
EMD-distance  estimates  the  minimum 
transformation  cost  of  the  description  P  in  the 
description Q. In the general case, the distance (3) 
is  calculated  by  solving  the  so-called 
«transportation  problem»  by  the  linear 
programming method.  
In the special case when the random variables are 
one-dimensional:  x,yR,    histograms  P(xi)  and 
Q(yj)  are  one-dimensional  discrete  arrays.  If  the 
basic metric on R is L1 and  j=1,..,m Q(yj) = i=1,..,n 
P(xi),  as  shown,  in  particular,  in  [8],  EMD-L1-
distance  can  be  calculated  by  the  following 
formula: 
 

 
(3) 

 
where  F(x)  and  G(x)  are  the  distribution 
function for P(xi) and Q(yj): 

�(�) = ∫ �(�)��
�

��
, �(�) = ∫ �(�)��

�

��
                    

Thus,  there  exists  an  effective  algorithm  for 
calculation of EMD-L1 distance. 
As  is  described  below,  the  discrete 
morphology  spectrum  (1)  and  (2)  is  a 
histogram  of  the  discrete  Maragos 
transformation  (thickness  map)  of  the  binary 
image.  So  EMD-L1  metric  can  be  used  for 
comparison of the binary image spectra. 
 

Maragos transformation and its 
relationship with the morphological spectra 

Let  us  given  a  binary  figure  X,  that  fully  fits 
on  the  frame  K:  XK.  Denote  XC(K) = K\X  - 
complement or background of X  on the frame 
K.  Then  the  binary  image  can  be  associated 
with the figure X: 

 

Let  us  choose  a  binary  figure  B(q,r)  with  the 
center  at  the  point  q=(x,y)=B(q,0)  and  the 
scale parameter r as a translatable and scalable 
structuring  element  (in  the  particular  case,  it 
could be a disk).  
Maragos  transformation  (thickness  map)  of  a 
binary  image  with  structuring  element  B  is 
real-valued  image  defined  on  the  frame  K,  in 
each  point  of  which  the  maximum  size  of  its 
covering  structuring  element  is  stored.  This 
covering structuring element  is fully inscribed 
in the figure X, or in complement of it (in the 
last  case,  the  value  of  the  scale  parameter  is 
negative): 
 

 

(4) 

 
Let’s  establish  the  relationships  between  the 
transformation  (4)  and  the  Serra  morphology 
operations of opening, closing [2]: 

 

 

Let’s  define  the  function 
X,B(x,y,r) = {1 :  tX,B(x,y)  r;   0 – otherwise} 
and then introduce a measure:  

Because   

this  measure  allows  to  give  an  alternative 
definition  of  continuous  morphological 
spectrum: 

  (5) 
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Thus,  morphological  spectrum  (1)-(2)  is  the 
distribution  density  function  of  Maragos 
transformation values TB(fX). 

Now  let  scale  parameter  r  can  take  only 
discrete  values  from  the  set  RZ  =  {ri  =  ir, 
iZ} with  with  some  fixed    r>0.  
Such  a  variety  of  sizes  generates  the  discrete  
Maragos    transformation      (discrete-valued 
thickness map) (6) (Fig. 1): 
 

 

(6) 

 
Fig. 1. Example of figure thickness map. a) – the binary 

figure X: b) - the thickness map for X. 
 

Thickness  map  can  be  represented  in  the 
«mosaic» form [9]: 

and 

accordingly,  normalized  histogram  of  the 
thicknesses map can be defined  

 

Proposition.  Discrete  morphological  pattern 
spectrum  (1)  -  (2) is  proportional  to  the 
normalized histogram of  the discrete Maragos 
transformation (6): 

 

Proof. For ri0: 

 

By analogy for ri<0. 
So  EMD-distance  (3)  between  morphological 
spectra of the binary image figures of X and Y 
could be evaluated by formula (3). 

Truncated spectra. The invariance to a shift 
and rotation of figures 

It  is  obvious,  that  the  positive  part  of  the 
Maragos  transformation  and  the  positive  part 
of  the morphological pattern spectrum remain 
unchanged when it is shifted or rotated. So the 
truncated  from  the  bottom  discrete 
morphological pattern spectrum  is defined as: 
 

 

(7) 

 
In this paper experiments r0=0. Such truncated 
spectra  without  the  negative  part  allow 
comparing not only the figure images, but also 
the  shapes  of  figures,  invariant  to  shift  and 
rotation.  In practical applications, a truncation 
parameter r0 can be selected more or less than 
0, which enrich or impoverish the spectrum. 

EMD-L1 comparison of truncated 
morphological spectra for pattern 

classification 

The  dataset  Myth  [10]  of  the  silhouettes  was 
considered  in our  first experiment.   The  three 
classes  of  beings  were  taken  into  account: 
men, centaurs, and horses. Thus, the part of the 
figures  within  the  class  was  subjected  to 
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deformation or new objects were added to  the 
figure. Evaluated  experiment  results  showed  
that the value of the EMD-L1 distance between 
the  morphological  spectra  monotonously 
increases from the base image of a man figure 
to  the  image  of  the  centaur  (horse)  figures, 
and,  what  is  more,  this  metric  considers  that 
the  most  similar  figure  images  are  such 
images,  which  shapes  are  the  most  similar 
(Fig. 2). 

 
Fig. 2. Comparison of the figures according to their 

morphological spectra with EMD- L1. 
 

There  was  calculated  the  table  of  average 
distances  between  the  classes  from  the  Myth 
(Tab.  1).  The  another  experiment  with  Tools 
2D dataset [10] showed the same result. 
They testify to the fact that the EMD-L1 metric 
spectrum  comparison  of  figures  in  this 
experiments  divides  well  the  objects  of 
different  classes.  This  is  consistent  with  our 
intuitive perception of forms similarity. 
 

Table 1. Average EMD-L1 distances 
between the classes for Myth. 

  people  centaurs  horses 
people  0,812  3,054  6,31 

centaurs  3,054  0,69  2,25 
horses  6,31  2,25  0,78 

 
The conducted experiments have demonstrated 
that  the  comparison  of  the  morphological 
spectra by EMD-metrics is an adequate way to 
compare  figures  in  the  case  if  the  compared 
figures have quite a good variety  in    terms of 
thickness.  The  EMD-L1  comparison  is  stable 
to  small  deformations  of  flexible  objects,  to 
their orientation modification on the plane and 
to slight noise at the borders of the figures.  
The experiments were carried out on a PC with 
Core  i5-2320.  The  results  (tab. 2)  confirmed 
the computational efficiency of the considered 
approach:  (a)  an  average  skeletonization  time 
for  one  image,  ms;  (b)  the  average  time  of 
morphological  spectrum  construction,  ms;  (c) 
the  average  time  of  calculation  of  EMD-L1 

distances in comparison of spectra, ms; (d) the 
overall average time, ms. 
 

Table 2. The average comparison 
performance in millisecond. 

Image sets  (a)  (b)  (c)  (d) 
Tools   4,8  3,2  less  0,1  8 
Myth   6,8  15  less  0,1  21,8 

Conclusion 

The  method  was  proposed  for  comparison  of 
discrete  morphological  spectra  of  binary 
images  and  flat  figures  using  EMD-metrics. 
The concept of thickness map was introduced. 
The  relationship  between  Maragos 
morphological pattern spectrum and histogram 
of  thickness  map  was  proven.  It  was 
experimentally  shown,  that  the comparison of 
truncated  morphological  spectra  with  the 
usage  of  EMD-L1  metric  can  be  used 
successfully  in  the  shape  object  classification 
tasks. 
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The  paper  addresses  issues  of  construction  of  disparity  maps  in  the  problem  stereo 
reconstruction. Proposed  the approaches  to  improve  the quality of  repair and optimize 
the execution time. 

 

Introduction 

The  problem  of  the  depth  reconstructing  on  the 
base of several images captured at the same time, 
is  extremely  important  and  necessary  for  many 
applications.  One  of  the  areas  of  practical 
application is the 3D- reconstructing of the object 
on  its  images  taken  from  different  angles.  This 
fundamental  problem  of  many  researches  in 
computer graphics,  but  also  in  cognitive  science 
and neuroscience.  

Reconstruction of volume information on 
stereo images 

The  main  stage  of  constructing  a  three-
dimensional model  is  the  task of matching point 
searching on the two rectified images (drawing a 
map of disparity). In this case the disparity can be 
understood as the pixel offset of one image point 
relative to its corresponding point on the other. 
Disparity  map  building  is  a  complex 
computational  problem.  The  problem  of 
correspondence  search  completely  unresolved. 
There  is  a  wide  range  of  functions  used  to 
determine the similarity measure regions, but as a 
commonly  used  input  brightness  information 
(monochrome  image  processing.)  The 
disadvantage  of  this  method  is  that  the 
multiplicity  of  interpretations  of  colors  for  the 
image points  with  the  same  value  of brightness. 
Thus, in order to improve the adequacy of search 
results  matching  seems  possible  to  use  color 
component  image  pixels.  In  addition,  there  is  a 

problem  processing  homogeneous  areas  of 
images  that have  a  small  amount of  information 
needed to determine the correspondence between 
the points of stereo images. Hence the need for a 
system which allows itself to change the size of a 
scanning  window  or  screen  out  non-informative 
area. 

The use of color characteristics in 
corresponding point searching 

In world practice, when working with  images in 
stereo  recostruction  problems,  only  intensity 
information  is  usually  used  as  a  criterion  for 
comparing  image  points.  A  disadvantage  of  this 
approach  is  the  multiplicity  of  interpretations  of 
colors for points with the same intensity value. In 
addition, nonuniformity in the perception of color 
and  monochrome  images  should  be  taken  into 
account. This feature is considered in methods of 
image color model degradation  to 256 shades of 
gray  by  introducing  coefficients  applied  to  the 
appropriate channels. 
Given  that most  images are originally created  in 
color  by  a  color  sensor,  in order  to  enhance  the 
effectiveness of the project, the authors modified 
the  algorithm  to  enhance  its  color  information 
processing. 
When  moving  to  three  components,  images  can 
be represented as "clouds" of points in the three-
dimensional space with the axes corresponding to 
color channels of  the image. However,  the RGB 
space is not orthogonal because of the specificity 
of  the  human's  visual  analyzer,  which  has  a 
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different number of rods and cones sensitive to a 
particular color. 
Since Euclidean distance, which  is  applicable  to 
the orthogonal systems, is used as a measure for 
comparing points in the three-dimensional space, 
the RGB space should be orthogonalized into the 
XYZ  space.  The  representation  of  basic  RGB 
colors as recommended by ITU in the XYZ space 
is as follows: 

Red: x = 0,64  y = 0,33; 
Green: x = 0,29  y = 0,60; 
Blue: x = 0,15  y = 0,06. 

After  reduction of spaces, operations used in the 
case of orthogonal systems can be applied to the 
points. 
Thus  the  measure  of  similarity  of  points  can  be 
represented as 

 

where Xn,Yn,Zn– are the respective components 
of compared points. 
The maximum  length  of  the  vector  in  the  space 
constructed  for  the  8-bit  color  channel  is  about 
441  units,  which  in  terms  of  informativeness  is 
1.7 times higher than the comparison of points in 
a  halftone  representation  of  the  image  with  a 
maximum  distance  between points  of 256 units. 
In  turn,  after  transition  to  the  color  comparison 
measure, the number of unique values describing 
points increases by 65 000 times in comparison to 
monochrome. 
Numerical  experiments  showed  a  significant 
improvement  in  the  adequacy  of  reconstruction 
by  the  modified  algorithm,  which  makes  it 
possible to more clearly define the boundaries of 
objects with similar visual characteristics, objects 
that  visually  blend  into  the  background,  and 
objects with fine details. 
In turn, there is still the problem of processing of 
image  areas  that  are  not  in  focus,  objects  with 
large  homogeneous  regions,  and  an  infinitely 
distant object (for example, the sky). Such image 
areas  have  practically  no  discontinuities  (jumps) 
in  intensity  that  carry  the  maximum  amount  of 
information used in image processing. Obviously, 
the problem of finding such areas arises. This will 
make  it  possible  to  exclude  uninformative  areas 
from processing and, hence, to reduce the number 
of errors and iterations of the algorithm. 

Use of a gradient operator to filter out 
uninformative areas and search-window 

size determination 

Despite an  increase  in  the range of values being 
compared  by  using  color  information  remains  a 
problem  processing  portions  of  images  that  are 
not  in  focus,  objects  with  large  homogeneous 
regions, as well as infinitely distant objects (such 
as the sky). Such image area have practically no 
discontinuities  (swings)  in  the  brightness,  which 
in turn carry the maximum amount of information 
used  in  image  processing.  This  obviously  arises 
the  problem  of  finding  sites  that  will  exclude 
uninformative treatment area and thus reduce the 
number of errors and the number of iterations.In 
order  to  classify  a  point  located on  the  intensity 
jump,  the  variation  in  intensity  associated  with 
this point should be significantly greater than the 
intensity variation at the background point. Due to 
the  nature  of  local  computations,  the  method  of 
determining  "significant"  values  consists  in 
establishing  a  threshold.  In  turn,  the  concept  of 
the first and second derivatives is used to quantify 
intensity variations. 
Determination of the image point as the intensity 
jump occurs  if  its  two-dimensional derivative of 
the first order exceeds a predetermined threshold. 
In accordance with a predetermined connectivity 
criterion,  the  connected  set  of  such points  is  the 
intensity jump and the prolonged intensity jump is 
the contour. 
One approach to connecting points of the contour 
is analysis of the characteristics of pixels within a 
small  neighborhood  (   or  )  of  each 
point (x,y) of the image that has been marked as a 
contour  point  (jump  point).  All  points  that  are 
similar according to some predefined criteria are 
connected and form a contour consisting of pixels 
which  satisfy  these  criteria.  In  this  analysis,  the 
following  two  main  options  for  establishing  the 
similarity  of  contour  pixels  are  used,  i.e.,  the 
gradient operator response and the direction of the 
gradient vector. 
Calculation  of  the  first  derivative  of  the  digital 
image  is  based  on  different  discrete 
approximations  of  a  two-dimensional  gradient. 
The  direction  of  the  vector  gradient  coincides 
with the direction of the maximum rate of change 
in function f at point (x,y). 
В  Calculation  of  the  image  gradient  consists  in 
obtaining  partial  derivatives    and  

2 2
12

2
12

2
12 )()()( ZZYYXXL ---

33 55

dxdfGx /



355 
 

 

  for  each  point.  One  method  of 

finding the first partial derivatives �� and �у at a 
particular point consists using the following Sobel 
gradient operator: 

 

 

For  the Sobel operator,  which detects horizontal 
and  vertical  contours  (intensity  jumps),  it  is 
necessary to determine the appropriate masks for 
convolution  with  the  original  image.  It  is  also 
possible to change the given formulas so that they 
provide  the  maximum  response  for  diagonally 
directed contours. The sum of coefficients of each 
mask is zero, so these operators will give a zero 
response  in  constant  intensity  areas,  which  is 
characteristic of a differential operator. 
Processing of the image by the gradient operator, 
as well as subsequent binarization of  the  results, 
makes  it  possible  to  construct  the  map  of 
calculations. 
In  most  cases  occurring  in  practice,  the  Sobel 
operator  is  applied  to  a  monochrome  version  of 
the  image.  However,  as  mentioned  above, 
conversion of the color model can distort data in 
informative  areas.  Therefore,  the  authors 
proposed to process each color channel and their 
ensemble  by  the  Sobel  operator  when 
constructing the map of calculations.. 
Map  computations  can  be  used  for  image 
processing  using  dynamic  scanning  windows. 
This process  is based on  the gradual  increase of 
the window size in the event that it is scanned in 
the area is insufficient information. 
This approach reduces the number of processing 
errors homogeneous areas, however  it  should be 
noted  that as  the window size  is a  "swelling" of 
the boundaries of the object which occurs when a 
window size 50x50, which distorts the real shape 
of the object. 
Also note averaging the comparison result based 
on the specific areas of the functions of similarity 
measures, leading to a reduction in the processing 
efficiency  when  the  number  of  pixels  in  the 
scanning window begins to exceed the dimension 
of  the  range  of  possible  values  X Y  of  the 
similarity function. 
Thus,  we  can  say  that  it  is  possible  to 
automatically  determine  the  dimensions  of  the 
window  in  a  range  that  is determined by  the bit 
depth  input  data  based  on  the  requirements  of 
inequality for the converted XYZ color space: 

 

where – area scanning window; 

  –maximum  value of 

the component; 
  –  minimum  possible 

value of the component. 
In  the  case where  the  dimension  of  the window 
does  not  reach  the  maximum  possible  "brought 
together"  value  in  the  scanned  area  sufficient 
information should make this point screening, due 
to  the  fact  that  information  about  its  position  in 
the space is ambiguous. 
Sifting  of  uninformative  areas  during  computer 
simulation made it possible to reduce the number 
of errors in the disparity map and processing time 
by  20%  (including  calculation  time  of  local 
gradient  values)  compared  with  the  full 
processing of 860 000 image points. 

Conclusion 

During  the  research  analyzed  the  possibility  of 
use  a  color  image  information  in  searching  the 
matches between the pixels in the image problem 
of the construction of disparity maps. Investigated 
the specificity of the use of RGB-model and bring 
it  to  the  orthogonal  XYZ-model.  Computational 
experiments  on  real  images  that  showed  a 
significant  improvement  in  the  results  of 
constructing  maps  of  disparity  compared  to 
methods based on using only the intensities of the 
pixels of the image. 
Also produced by the potential use of the gradient 
operator  to  search  for  informative  areas  of  the 
images  and  determine  the  dimensions  of  the 
scanning window in the construction of disparity 
maps. 
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It  is  proposed  to  use  new  kinds  of  regularities,  fault-tolerant  subsets  of  signal 
features  in  intelligent systems based on the  test pattern recognition. The changing 
of  these  features  values  points  to  the  possibility  of  the  transition  of  object  states 
from  one  pattern  to  another.  The  algorithms  of  fault-tolerance  signal  features 
revealing  are  given  and  the  subsystem  that  implements  it  is  described.  The 
developed  subsystem  is  based  on  test  methods  of  patterns  recognition  and  is 
included into intelligent instrumental tool IMSLOG. The examples of the different 
problem areas for which urgent problem of revealing subsets of signal features that 
are tolerant to measurement errors are given. 

 

Introduction 

One  of  the  main  problems  of  intelligent 
systems  creation  is  the  problem  of  revealing 
regularities  in  data  and  knowledge  [1-3].  The 
concept  of  signal  features  was  introduced  in 
2007 [2]. Hereinafter we use the definitions of 
the  regularities  given  in  [3]  and  introduce  a 
new  kind  of  regularities  named  subset  of 
signal  features  that  are  tolerant  to 
measurement  errors  (fault-tolerant  subset  of 
signal features). 
The  regularities  are  subsets  of  features  with 
easy in order to interpret certain properties that 
affect  the  distinguishability  of  objects  from 
different  patterns.  These  regularities  are 
consistently observed  for  the objects  from  the 
training sample and manifested at other objects 
of  the  same  nature,  as  well  as  the  weight 
coefficients  of  features  describing  their 
individual contribution to the distinguishability 
of  objects  from  different  patterns.  Signal 
features of the 1st kind are the minimal subset 
of  characteristic  features  that  distinguish 
objects belonging to the two different patterns. 
Signal features of the 2nd kind are the minimal 
subset  of  characteristic  features  that 
distinguish  the description of the object under 

study belonging to one pattern from describing 
objects belonging to another pattern. 
The  transition  process  of  the  objects 
description  from  one  pattern  to  another  is 
qualitative and is particularly  important  in  the 
areas  of  knowledge  such  as  medicine, 
psychology,  ecology,  psychiatry,  education, 
etc. Therefore, great  importance is accounting 
the  measurement  errors  in  the  signal  features 
values  that  define  this  transition  and  the 
construction of  fault-tolerant  subsets of  signal 
features. 

Mathematical foundation of fault-tolerant 
subsets of signal features 

Matrix  model  of  data  and  knowledge 
representation  [4-6]  includes  matrix  of 
descriptions (Q) of objects in the characteristic 
features space and matrix of discrimination (R) 
of the objects in the classifying features space. 
Each element of the matrix Q defines value of 
the  j-th  feature  for  the  i-th object. Element  rij 
of  the  matrix  R  defines  whether  i-th  object 
belongs to one of the selected classes by the j-
th mechanism of classification. 
The set of the nonrecurrent rows of matrix R is 
associated  with  the  set  of  specified  patterns. 
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Elements  of  the  pattern  (class)  are  objects, 
which are presented by rows of matrix Q, and 
correspond to similar rows of matrix R. In case 
when  the  only  mechanism  of  classification  is 
given  then  the  discrimination  matrix 
degenerates  to  the  column  and  this  case 
corresponds  to  the  traditional  knowledge 
representation  in pattern  recognition problems 
[7].  
This  model  allows  one  to  represent  not  only 
data, but also  the knowledge of experts,  since 
one row of matrix Q can determine in interval 
form  a  subset  of  the  objects  of  the  same 
decision  determined  by  the  row  of  matrix  R 
[4,5]. 
The  diagnostic  test  is  called  minimal  when  it 
contains minimal number of features [7]. 
Submatrix  Q’  of  the  matrix  Q  and  submatrix 
R’  of  the  matrix  R  present  compressed 
description of the patterns [4,5,8]. Columns of 
matrix Q’ correspond to characteristic features, 
that  belong  to  all  the minimal  tests,  and  from 
the  compressed  description  of  the  objects  are 
deleted all the similar rows as well as all their 
correspondent  rows  from  matrix  R.  Also 
weights values of remaining rows in matrix Q’ 
should be corrected. 
Constructed on the bases of matrices Q and R 
binary  irredundant  matrix  of  implications  U’ 
defines  discrimination  of  the  objects  from 
different patterns [4,5]. There are no absorbing 
rows in matrix U’. 
It  is  necessary  to  create  subsystem  of  signal 
features  revealing  based  on  test  patterns 
recognition  methods  [4,6,9]  and  include  this 
system  into  the  instrumental  intelligent  tool 
IMSLOG [10].  
Solution  of  this  problem  requires  the 
following: 
1. For each pair of compressed descriptions of 
patterns  it  is necessary  to  select all  subsets of 
signal features of the 1st kind.  
This problem is reduced to the search of all the 
minimal  tests  that  discriminate  objects  from 
each pair of patterns. 
2.  Using  the  object  under  investigation, 
belonging to one of the patterns, and the given 
compressed  description  of  the  patterns  it  is 
necessary  to  reveal  all  the  subsets  of  signal 
features of the 2nd kind.  
This  problem  is  reduced  to  the  problem  of 
selection  of  all  the  minimal  tests  that 

discriminate  object  under  investigation  from 
the object of the given pattern. 

Revealing of fault-tolerant subsets of 
signal features 

We will use irredundant matrix of implications 
(U')  [4,5]  for  revealing  fault-tolerant  minimal 
subsets of signal  features. This matrix defines 
distinguishability  of  objects  from  different 
patterns  (classes  at  fixed  classification 
mechanism).  All  pairs  of  objects  of  the  two 
selected  patterns  will  be  used  at  U’  matrix 
construction  for  revealing  fault-tolerant 
minimal  subsets  of  1-st  kind  signal  features. 
Pairs  which  consists  of  the  object  under 
investigation  and  every  objects  from  selected 
pattern will be used at U’ matrix construction 
for revealing fault-tolerant minimal subsets of 
2-nd kind signal features. 
Distinguishability  of  objects  from  different 
patterns  is  determined  by  using  a  vector-
function  of  distinguishing    [10]  which 

values are calculated by the following formula: 

,  (1) 

where    equals  r-th  row  of  Q' matrix, 

r{a,b},  a, b – objects from different patterns 
(classes  at  fixed  classification  mechanism). 
Note  that  if  the  features  are  0,1,  then 
operations , , , are used, and if features are 
“–“, then result of operations is equal 0.  
The  value  of  the  vector-function  of 
distinguishing on the basis of the i-th feature is 
calculated by the formula: 

  (2) 

The  dimension  of  the  vector-functions  of 
distinguishing equal to m. 
Theorem  1.  A  necessary  and  sufficient 
condition  for  constructing  fault-tolerant 
subsets of signal features (tolerant to a number 
not exceeding  t errors of measurement (input) 
of  the  i-th  feature  (all  features)  values)  is 
ensuring the following condition in the matrix 
Q': 

,  

where    for  the  i-th  feature  (all 
features) at  the calculation vector-functions of 
distinguishing  for  all  couples  object-object 
from  different  patterns  (classes  at  a  fixed 
mechanism of classification). 
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Theorem  2.  A  sufficient  condition  for 
constructing  fault-tolerant  subsets  of  signal 
features  (tolerant  to a number not exceeding  t 
errors  of  measurement  (input)  of  the  i-th 
feature  (all  features)  values)  is  ensuring  the 
following condition in the matrix Q':  

,  

where    for  the  i-th-  feature  (all 
features) at  the calculation vector-functions of 
distinguishing  for  all  pairs  pattern-pattern, 
pattern-object,  object-object  from  different 
patterns  (class-class,  object-class,  object-
object  for  different  classes  at  a  fixed 
mechanism of classification). 
Consequence:  If  the condition of  theorems 1, 
2  does  not  satisfy  for  the  row  Uj',  then  it  is 
impossible  to  provide  a  fault-tolerant  subsets 
of  signal  features  on  the  features  associated 
with different  from 0  elements of  the  rows of 
the matrix Uj'. 
On the basis of the Theorem 1 and Theorem 
2  is  constructed  irredundant  matrix  of 
implications U'.  In  the process of  a matrix U' 
construction the absorbing rows are removed. 
To  construct  the  minimal  subsets  of  signal 
features  that  are  resistant  to  the  number  t  of 
errors  of  measurement  (input)  values  of 
features  in  the  description  of  the  object,  it  is 
necessary  and  sufficient  that  each  row  of  the 
matrix  U'  containing  at  least  h (h = 2t +1) 
values equals to 1 [11]. 
In order to ensure condition of sustainability to 
measurement  errors  (conditions  of  fault-
tolerance)  it  is  suggested  a  modification  of 
matrix  U'  constructing  algorithm  that  was 
given  in  [1]. Unlike  the  algorithm  [1],  during 
the construction of  the matrix U' are removed 
only  covering  rows  in which  the number of 1 
values  at  least  h.  Furthermore,  the  deleted 
covering rows in which the number of 1 values 
is  less  than h.  In  the  latter case,  the condition 
for  fault-tolerance  features  included  in  the 
covered rows will not be provided. If condition 
of fault-tolerance is satisfied, then the problem 
of  constructing  fault-tolerant  subsets  of  the 
signal  features  is  reduced  to  the  problem  of 
finding  the  minimal  h-fold  column-coverings 
of the matrix U'. 
Thus,  the construction of minimal  irredundant 
unconditional  diagnostic  tests  includes  three 
stages: 

1.  U' matrix  construction on  the  base  of  two 
selected  patterns  or  selected  pattern  and  the 
description of object under investigation. 
2.  Search  for  h-fold  the  minimal  column-
coverings of matrix U '. 
3. Construction matrix of  tests on the basis of 
the  minimum  h-fold  column-coverings  of  the 
matrix U': T1 matrix for signal  features of  the 
1st  kind  and  the  matrix  T2  for  signal  features 
of 2nd kind. The  rows of  the matrices T1  and 
T2  are  corresponding  to  diagnostic  tests,  the 
columns  are  corresponding  to  columns  of  the 
matrix  Q  (characteristic  features).  Values 
equal  to  1  in  each  row  of  the  matrix  marks 
features  that  are  included  in  the  test 
corresponding to this row. 

Conclusion 

New  kinds  of  regularities  named  fault-
tolerance  subsets  of  signal  features  are 
introduced  and  algorithms  of  its  construction 
are suggested. Also actuality of its using for a 
number of problem areas is shown.  
Ways  to  further  investigation  are  as  follows: 
algorithms of  fault-tolerance  subsets of  signal 
features  will  be  implemented  as  plug-in 
module  for  instrumental  tool  IMSLOG 
designed  for  knowledge  regularities  revealing 
and  for  construction  applied  intelligent 
systems.  
In the first place, the algorithms will be tested 
for the problem area of organization stress and 
depression diagnostics for peoples with mental 
disease. 
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Algorithms of the ordering of finite set of points on plane relative a rotation center are 
presented in paper. Two options of the ordering of points are presented. The first option 
is based on the geometric location of points of set and does not require additional labels. 
The second option is required information about  the mutual position of points and the 
introduction of some additional labels in the form of any physical parameters. 

 
Introduction 

In  [1,  2]  we  presented  the  probability 
distributions  of  Euclidean  distances  between 
two  copies  of  a  finite  set  of  points  on  plane. 
Copies  of  set  are  distinguished  by  random 
rotations  or  reflections.  In  this  paper  we 
consider  only  rotations.  The  Euclidean 
distance  was  calculated  to  estimate  changing 
in  position  of  a  set  of  points.  The  Euclidean 
distance  was  introduced  under  the  condition 
that  coordinates  of  all  points  are  known  and 
strict  the  ordering  of  these  coordinates  was 
defined. The strict ordering can be introduced, 
using  additional  physical  parameters: 
temperature, brightness,  etc.  In  this paper, we 
investigate  the  possibility  of  the  ordering  of 
finite  set  of  points  relative  a  rotation  center, 
based on their geometric arrangement. Such an 
approach  in  a  number  of  applications  can 
eliminate  the  need  for  any  additional 
measurement of parameters for the ordering of 
points. 

A review of methods of the ordering of 
points 

In  [3]  simple  transformations,  such  as  parallel 
shift,  similarity  transformation,  scaling 
transformation and etc. are considered for images 
transformation. Authors consider different options 
of images transformations and they build the code 
of image. This code is invariant to the considered 
transformation.  For  example,  in  paper  the  case 
was  considered  when  image  A  was  shifted  and 
rotated some way. Obviously, the mutual position 
of points did not change. Authors constructed the 

image  code  A  <MA,  TA>,  using  the  property  of 
preserve of distances between points. Here MA is 
function of the numbering of the set A. The set TA 
is set of numbers r(q, m), which are the distance 
between points with numbers q and m. 
Approaches  to  ordering  of  grouped  spatial 
point  objects  were  considered  in  [4].  Authors 
noted  that  the  primary  number  may  be 
assigned  at  any  point  on  standard  rule,  for 
example,  in  the  order  of  point  appearance, 
when a scene is being scanned. But this way is 
not  invariant  to  rotation  transformation. 
Therefore it  is necessary to use regularities of 
the mutual position of points. Authors consider 
that needed to assign number every point of a 
set.  This  number  should  be  invariant  to  a 
rotation  or  other  transformation,  as  well  as 
should  be  resistant  to  noises  in  coordinates. 
The  procedure  is  performed  for  the  original 
image  and  noisy  image.  Authors  distinguish 
the following methods of ordering. The first, it 
is  the  numbering  of  points  in  the  reference 
frame with  the origin at  the center of gravity. 
The center of gravity is identified as center of 
gravity  of  set  of  points.  Then  the  bunch  is 
constructed  with  pole,  combined  with  the 
center  of  gravity.  Further  the  minimum  value 
of the modulus of the radius vector is selected 
and  it  is  denoted  as  the  first  point,  then 
numeration of the rest of radius vectors of the 
bunch  is  made  in  the  natural  order.  "Minimal 
tree"  is  the  second  algorithm,  which  was 
considered  by  authors.  The ordering  of  set  of 
points  is  considered  as  the  problem  of 
minimizing  the  length  of  a  network,  which 
connects a predetermined number of points by 
cable  of  minimum  length.  "Spectrum"  is  the 
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third  algorithm,  which  is  considered  by 
authors. The algorithm consists in the fact, that 
an  arbitrary  point  of  a  set  can  be  zero  point, 
but  for  definiteness  zero  point  is  the  closest 
point to the center of gravity. The first point is 
the closest to zero point. Point number 2 is the 
closest  to  the  center  of  gravity  of  points  with 
numbers 0 and 1. Point number 3 is the closest 
to the center of gravity of points with numbers 
0,  1  and  2  and  etc.  Authors  compared 
algorithms.  "Spectrum"  showed  the  best 
results. 
In [5] author assigns informative characteristic 
to each point of a grouped spatial point object, 
so a point before and after the rotation has the 
same  number.  The  author  assumes  that 
original  and  transformation  (which  should  be 
recognized)  objects  are  given.  The 
transformation  object  is  obtained  by  rotation 
and  noise  of  the  original  object.  Rotation 
parameters  are  unknown,  and  the  noise  is  the 
measurement error of coordinates of points of 
the  transformed object.  It  is assumed,  that  the 
noise  is  normally  distributed  with  zero  mean 
and  known  variance.  Points  of  an  original 
object  were  numbered  and  points  of  the 
transformed  object  are  numbered  arbitrarily, 
because parameters of a rotation are unknown. 
The  procedure  for  ordering  of  original  and 
transformation  objects  was  developed  by 
author and corresponding points of objects will 
be  have  the  same  numbers  in  result.  The 
procedure  for  ordering  of  points  is  based  on 
the  procedure  of  recognition.  The  probability 
of  correct  ordering  is  decreased  with  the 
increase of noises in coordinates. 

Examples of the ordering of set points on 
plane, based on the mutual position of 

points 

Consider  rotation of  the plane relative a fixed 
point (x0, y0). The set of points on plane can be 
represented by two ways. The first way as the 
set C. Set C is the union of an infinite number 
of  concentric  circles  with  center  at  the  point 
(x0,  y0).  Every  element  of  this  set  is  invariant 
to  transformation  of  a  rotation.  The  second 
way as set L. Set L  is  the union of an  infinite 
number of rays, which emanate from the point 
(x0, y0). The set L is invariant to transformation 
of  rotation.  The  ordering  of  a  finite  set  of 

points  on  plane  is  constructed  with  the  using 
sets C and L. Consider two examples. 
Example 1. Consider an arbitrary finite subset 
of set C. Let it contains n concentric circles of 
radii Ri, i = 1,…, n. Without loss of generality 
we  can  assume,  that  a  sequence  of  radii  is  a 
monotonically  increasing  function  of  the 
number. Assume that only one point is defined 
on each of concentric circles. We can point out 
2 ways of  the ordering  of  these points  by  the 
monotonicity  of  a  sequence  of  radii:  on 
ascending  of  a  radius  Ri  or  on  descending  of 
radius Ri. The belonging of points to elements 
of set L is not matter. 
Example 2. Consider  any  finite  subset  of  set 
L.  It  contains m  rays, emanating  from a point 
(x0, y0). We find the intersection of this subset 
with one of elements of C, for example a circle 
of  radius  R>0.  The  result  is  a  finite  set  of  m 
points  on  a  circle of  radius  R with  center  (x0, 
y0). Determination of the ordering of set points 
on  plane  is  based  on  the  geometric 
arrangement  of  points  and  is  due  to  some 
difficulties. Consider some of options, when a 
finite  set of points  on  a  circle  can be  ordered 
from geometrical considerations. 
Denote points Ak, k = 0,  ..., m – 1, so that  the 
first measured point will be have the subscript 
0, and further, points will be denote following 
numbers,  under  the  traversing  of  circle 
counterclockwise.  Denote  αk  is  the  angle 
between  rays,  which  are  passing  through 
points Ak and Ak +1, k = 0, ..., m – 2 (αm–1 is the 
angle  between  rays  are  passing  through  Am–1 

and  A0).  We  find  minimum  at  k  (1)  for  the 
ordering of this set points. 

,~min min k
k

 

1,...,0),min(arg
~

- mkj k
k

 . 

(1) 

The function of the ordering is defined by one 
of  two  ways  as  in  Table,  if  this  minimum  is 
reached at a one value of k. 

 
Table.  

j j
~

  j
~

+1  …  j
~

+m – 1  

φ1(j)  0  1  …  m – 1 
φ2(j)  m – 1  m – 2    0 

In  Table, mpjj mod)
~

(  ,  p  =  0,…,m–1, 

φ1(j)  is  function  determining  the  ordering  of 
points  on  ascending  numbers 
(counterclockwise),  φ2(j)  is  function 
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determining  the  ordering  of  points  on 
descending numbers (clockwise). 
If  the  minimum  is  reached  for  several 
arguments,  then  we  solve  the  problem  on 
maximum (2) for the same set of angles. 

max
~max  k

k
, 

1,...,0),(maxarg
~

- mkj k
k
 . 

(2) 

If the maximum is reached at a one value k, then 
the function of ordering is determined by one of 
two ways as in Table. 
We  can  begin  the  procedure  of  the  ordering  of 
points  with  the  finding  the  minimum  or 
maximum angle. If the checking of possibility of 
the  ordering  is  began  with  the  solving  the 
problem at minimum, then the general algorithm 
can be described as  follows.  If minimum is one, 
then  the  ordering  is  performed  by  one  of  two 
ways as in Table.  If  the minimum is not unique, 
then  there  is  needed  solve  the  problem  of  the 
maximum.  If  the  maximum  is  one,  then  the 
ordering is produced as in Table. If the maximum 
is not unique,  then  the ordering of points, based 
on geometrical considerations impossible.  In this 
algorithm the order of solution of problems on the 
minimum or maximum is possible to interchange. 
If  both  problems  (minimum  and  the  maximum) 
have  several  solutions,  then  we  can  label  one 
arbitrary point by some parameter for ordering of 
points on a circle. The number 0 can be assign for 
marked  point,  and  then  points  are  numerated 
clockwise or counter-clockwise. 
If coordinates of points are set by an experimenter 
in advance, it is advisable to arrange points on a 
circle  so  that  the  one  solution  exists  for  one  of 
problems on the minimum or maximum angle. 

Generic variant of the ordering 

Suppose,  that  a  number  of  concentric  circles 
with  radii  Ri  is  had  and  mi  ≥  1  points  are 
arranged  on  each  of  circles.  Suppose  that  the 
problem  of  ordering  of  points  is  solved  for 
each of circles according to the algorithm from 
the previous section.  It  is understood,  that  the 
geometric ordering was done or physical mark 
was  put  for  one  point  of  the  current  circle. 
Thus,  we  can  order  easily  all  set  of  points 
according to following expressions (3) and (4). 

1,0 1 - mk ,  (3) 

if points lie on a circle of radius R1. 
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if points lie on a circle of radius Ri, 2 ≤ i ≤n. 

Conclusion 

In  [1,  2]  we  investigated  the  probability 
characteristics of the Euclidean distance between 
two copies of a set of points on plane, where one 
of  copies  is  randomly  rotated  or  reflected.  The 
introduction  of  the  Euclidean  distance  between 
the original and the transformed sets of points  is 
based  on  a  strict  ordering  of  points,  which  is 
defined. Presented in this paper algorithms of the 
ordering can reduce the number of measurements, 
which are required to introduce such a Euclidean 
distance. Results of this paper allow to point out 
options  for  the  ordering  of  points  at  where  the 
center  of  rotation  is  known.  The  first  option  is 
based  only  on  the  geometric  arrangement  of 
points  and doesn’t  require additional  labels. The 
second  option  doesn’t  allow  to  do  purely 
geometrical  measurements  of  distances  and 
angles, and requires the introduction of additional 
labels.  It  should  be  noted,  that  the  number  of 
labels  should  be  substantially  less,  than  in  the 
case, where all points are marked. 
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In  article  the  way  of  the  description  of  the  digital  image  using  fractal  models  is 
considered. The described approach is based on treelike fractal representation, property 
of self-similarity describing display in the image. 

 

Introduction 

One  of  the  most  important  aspects  of  use  of 
methods  of  digital  image  processing  is  the 
solution of the tasks connected to recognition. 
The  task  of  image  identification  consists  in 
classification of images on the basis of certain 
requirements,  and  the  images  relating  to  one 
class  of  images,  possess  rather  high  level  of 
closeness [1,2]. 
Creation of the description of the image on the 
basis of its representation with use of signs – is 
one  of  the  most  complex  challenges  in  the 
course  of  creation  of  any  system  of 
recognition. Thus if within some mathematical 
models  it  was  succeeded  to  formalize 
classification  process,  selection  process  of 
signs  still  remains  procedure  heuristic  and 
dependent  both  from  data  domain,  and  from 
the developer. 
Now,  one  of  the  developing  directions  in 
digital image processing is the fractal analysis 
of  images.  It  is promoted by  that  fact  that  the 
majority  of  images  somewhat  can  be 
considered  as  fractals  or  multifractals  [2]. 
Therefore,  the  image possesses properties and 
characteristics  of  fractal  objects,  including 
invariance  to  the  scale  of  reviewing  and  turn 
that  it  is  expedient  to  use  for  development  of 
new methods of fractal image processing.  
In case of  the description of  the digital  image 
by  means  of  iterated  functions  system  which 
are  using  in  case  of  creation  of  fractals, 
formation  of  new  signs  of  the  images  which 
are  based  on  fractal  submission  of  the  image 
[3, 4] is obviously possible. 

Tree-like representation of a fractal code of 
images  

Image partition on  rank units  in  the course of 
formation  of  a  fractal  code  is  carried  out  as 
follows.  In  the  beginning  images  breaks  into 
four  parts  –  four  rank  units  of  the  first  level 

.  Then  for  each  rank  unit 

  search  of  the  domain  unit    and 

conversion   so that is carried out: 

 

  (1) 

 
In  case of  such  approximation  by  the domain 

unit the approximation error   takes place. If 
 where   the given maximum error 

of  approximation,  then  is  considered  the 
current  rank  unit  coded.  Otherwise  the  rank 
unit  breaks  into  four  rank units  of  the  second 

level  . Then process 

of  approximation  repeats  again.  Partition 
proceeds  until  the  error  of  approximation 
won't  meet  the  given  conditions,  or  the 
maximum depth of partition won't be reached. 
Thus,  the  image consists of  four rank units of 
the first  level, each rank unit of the first  level 
consists of four rank units of the second level, 
etc. 
Graphic representation of rank units of the test 
image is given in a figure 1. 
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Fig. 1. The source image and the rank units created for 

it. 

 
Analytically  rank  units  of  the  image  can  be 
provided  in  the  form  of  a  tree  where  a  root 
element is the image, and leaves are rank units 
of which the image is built. 
Let's  provide  the  image   in  the  form  of  a 

graph  ,  where    -  the  list  of  rank 

units  of  the  image,    -  communications 
between rank units. Then process of formation 
of a tree of rank units can be painted the image 
as  follows.  There  is  a  rank  unit  of  zero  level 

 to which  there corresponds  all  image,  i.e. 

. It contains rank units of the first level 

, i.e.: 

 
, 

  (2) 

Having continued further formation of a fractal 
code,  the  finished  tree of  rank units  of which 
the image is built turns out. The fragment of a 
tree of rank units is given in a figure 2. 

 
Fig. 2. Fragment of a tree of rank units. 

Submission of halftone images 

The  operator  of  formation  of  a  fractal  code,  in 
particular a fractal tree, we will call direct fractal 
conversio: 
 

  (3) 

where   - a  received  fractal code of  the  image 
by means of  the operator. Besides, an additional 
statement parameter is the list of domain units of 
the image participating in formation of a code. 
Except  direct  conversion  there  is  an  inverse 
fractal transformation which creates the image on 
a fractal code: 
 

  (1) 

 
For  the  correct  restoration  of  the  image  on  its 
fractal code, it is important that in conversions the 
identical list of domain units   was used. 
In initial option the created fractal code is full. It 
means  that each peak of  a graph has one parent 
and four descendants, but length of a descending 
chain doesn't  exceed depth kvadro-tree  which  is 
set at the initial stage of creation of a code. 
If  for  image  restoration  by  the  operator  (5)  as 
parameter to use a full tree, then the image  it 

will be most similar to the source image. 
For  the  purposes  of  obtaining  modified  images 
incomplete  trees  of  rank  units  are  used.  For 
formation of an incomplete tree the operator of a 
look is used: 
 

  (5) 

 
The form of the operator   depends on required 
result.  So,  for  example,  having  removed  some 
branches of a fractal tree, it is possible to achieve 
obtaining the image on which sections for which 
remote  branches  were  responsible,  will  be 
rounded  or  "hardened",  and  remaining  sections 
accurate. 
For  kratnomasshtabny  representation  from  a 
fractal code tree leaves are deleted. As a result the 
smoothed, "hardened" images turn out. 
In fig. 3 the example of similar decomposition of 
the  test  image  is  given.  The  received  set  of 
images,  allows  to  carry  out  more  detail 
analysis  of  the  source  image.  Transition  to 
other  scales  allows  to  depart  from  fine  and 
accidental  details,  it  is  better  to  reveal 
"internal"  structure.  In  this  regard,  reviewing 
of  the structural elements selected at different 
scales  of  submission  of  the  image  [8]  is  of 
interest. 
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Fig. 3. fractal submission of the test image. 

 

Conclusion 

Thus,  the  fractal  code  of  the  image  can  be 
provided  in  the  form  of  graph  G  in  which 
peaks  of  V  are  rank  units  R,  and  arcs  –  the 
relations  of  an  enclosure  of  rank  units.  Thus 
the structure of a code remains invariable, this 
approach  changes  only  the  form  of 
representation  and  mathematical  apparatus  of 
research. 
On  the  basis  of  such  representation  approach 
to  fractal  submission  of  images which  can be 
used for formation of the feature set, reflecting 
an inner pattern of the image as fine details are 
discarded is based. Further on the basis of the 
offered description algorithms of separation of 
circuits, segmentations of images, skeletization 
and др can be constructed 
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In the paper the problem of providing information space and business logic adapted for 
each end user’s needs is regarded from the point of view of measurements  time series 
processing and analyses. A general method for measurements processing and analyses 
based  on  harmonization,  integration  and  fusion  concept  implemented  using  means 
provided by IGIS technologies is proposed. Results of the proposed method application 
to ocean data processing are discussed. 

Introduction 

Modern  information  systems,  in  particular 
decision making  support  systems  (DMSS), have 
become  one  of  the  key  elements  that  provide 
solutions of end-users tasks in various spheres of 
human  activities.  Well  founded  solutions  of 
highly  complicated  tasks  such  as  situation 
retrieval,  assessment,  awareness,  prediction  and 
management  are  to  be  supported.  The  main 
reason of  the  complexity  of end users  tasks  is  a 
huge  amount  of  heterogeneous  data  and 
information  received  from  multiple  distributed 
sources  that  is  to  be  gathered,  processed, 
analyzed,  explored  and  managed  in  real  time. 
Special  attention  is  to  be  paid  to  measurements 
processing,  as  measurements  are  not  stationary 
time  series  that  contain  noise,  outliers  and  gaps, 
they  are  not  coordinated  in  time  and  space. 
Processing  of  measurements  time  series 
significantly  depends  on  behavior  of  time  series 
and the context of their processing. 
It  is  reasonable  to  build  DMSS  on  the  base  of 
intelligent  geographical  information  systems 
(IGIS).  IGIS  is  a  distributed  multilevel 
heterogeneous  system  that  due  to  integrated 
means  of  artificial  intelligence  and  adaptive 
process management  is able to provide solutions 
of  end  users  problems  in  conditions  of  varying 
environment  state,  amount,  quality  and  type  of 
information, accessible information sources, user 
requirements  and  implemented  processing  tools 
[1].  Intelligent  GIS  have  a  set  of  highly 
appreciated  features  such as  support  of  complex 
geospatial  processes,  calculation  of  complicated 
specialized  mathematical  tasks,  consumption  of 
information  about  both  technical  and 

environmental objects and etc. High efficiency of 
IGIS technologies are demonstrated by three real 
work  systems,  that  were  developed  both  for 
military and civilian purposes - Ontomap, V1 and 
V2 [2] and are now widely used for supporting of 
decision-making  by  the  naval  personnel  at 
different levels of C2 systems. 
However,  tendencies of  the  exponential  increase 
of number of the solved tasks and volume of data 
that is to be processed that have been observed for 
several  years  already  are  the  main  reason  of 
constantly  increasing  complexity  of  information 
systems.  Along  with  that  many  new  users  start 
working  with  information  systems.  Users  are 
oriented on solving a set of specialized tasks and 
most of  them are not experts  in data processing, 
especially measurements processing. So for each 
user  it  is  necessary  to  provide  an  adaptive 
information  space  and  business  logic  that  will 
meet  the  user’s  requirements  and  correspond  to 
the user’s skills. In the paper the main attention is 
focused  on  the  problem  of  automatic  adaptive 
multidimensional  measurements  processing  that 
is an important element of adaptive business logic 
organization. 

Concept of adaptive measurements 
processing based on IGIS technologies 

To provide adaptive measurements processing in 
DMSS systems based on  IGIS  technologies  that 
will  be  easily  adapted  to  end  users  tasks  it  is 
necessary to define a general concept and a set of 
methods  and  tools  that  are  sufficient  to  process, 
analyze  and  manage  data  in  various  contexts  in 
the defined subject domain.  
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The concept  is  to be defined taking into account 
the following principal requirements: i) support of 
extended  business  logic  -  business  logic  that 
assumes  application  of  complicated 
mathematical-based  methods  is  needed  to  solve 
modern user’s  tasks with  the desired quality and 
in the appropriate  time;  ii) support of processing 
in  automatic  mode  -  users  tasks  at  the  level  of 
measurements  processing  must  be  solved  in 
automatic  mode  as  most  users  have  not  enough 
time and qualification to manage the process; iii) 
support  of  DMSS  systems  reorganization  and 
reconfiguration on the fly - the set of tasks solved 
by the users as well as contexts and conditions in 
which tasks are solved are permanently changing; 
iv) low requirements to computational resources - 
various ways of system  implementation must be 
supported,  special  attention  is  to  be  paid  to 
decisions based on mobile technologies. 
Main  features  of  measurements  processing  in 
modern DMSS are  the  following:  i)  all  types of 
measurements  of  both  technical  and 
environmental  objects  parameters  must  be 
processed;  ii)  measurements  of  different  quality 
that are not coordinated in time and space, as well 
as uncertain and  incomplete measurements must 
be  analyzed;  iii)  to  provide  required  quality  of 
measurements processing results, processing must 
be  organized  taking  into  account  all  available 
knowledge  to  the  system;  iv)  several  types  of 
measurements  processing  must  be  supported  – 
real-time,  operational  and  delayed  mode 
processing,  as  well  as  measurements  based 
information retrieval. 
Modern  state  of  results  of  researchers  made  by 
Jeffrey D. Scargle (NASA), Eamonn Keogh (UC 
Riverside) and many others in domain of data and 
measurements processing can be characterized in 
the following way:  i) a  large amount of separate 
mathematical  based  methods  and  algorithms  are 
developed  that  are  oriented  on  processing 
measurements of  the defined  type  and behavior; 
ii) a part of the existing models and methods need 
to be improved as they are not able to deal with 
information that can increase the accuracy of the 
provided  solutions;  iii)  methods  and  algorithms 
are  implemented  in  different  libraries  and 
toolboxes. 
The  concept  of  adaptive  measurements 
processing based on  IGIS technologies supposes 
building  processes  for  measurements  processing 
that are able to solve complicated end users tasks 

in dynamics as a combination of existing methods 
and  algorithms  according  to  the  observable 
context  and  using  all  available  knowledge. 
Information  about  the  context  as  well  as 
instruments  and  tools  for  knowledge  based 
organization  and  management  of  processes  are 
provided  by  IGIS.  Existing  methods  and 
algorithms are used for measurements processing 
due  to  the  IGIS  universal  mechanism  for 
interaction  with  external  systems,  tools  and 
libraries.  Improvement  of  existing  methods  and 
tools  is  organized  using  means  of  artificial 
intelligence  that are a part of  IGIS and a unified 
information  model  (UIM)  [3]  that  contains 
complete actual information about subject area. 
Organization  of  adaptive  measurements 
processing in IGIS assumes that general processes 
for data processing  and analyses are described a 
priori.  These  processes  are  detailed  when  end 
users  tasks  are  solved  using  all  types  of 
information  available  to  the  system  at  the 
moment.  Main  features  of  adaptive  process 
management  approach  are:  i)  a  set  of  defined 
general processes for solving both end users and 
system  tasks  describe  main  principles  of  the 
system behavior; they are considered as a part of 
information model;  ii)  processes have multilevel 
structure;  each  level  corresponds  to  a  certain 
abstraction  level  of  process  description;  iv) 
detailing of processes is organized using a priori 
defined rules, results of exploration analyses and 
knowledge  about  data  processing.  The  detailed 
description of the considered concept is given in 
[4]. 
One of the most complicated tasks in the concept 
implementation is to define general processes for 
solving various tasks. As a rule general processes 
are defined by experts. 

Algorithm for multidimensional 
measurements processing 

A  general  algorithm  for  the  subject  domain  of 
adaptive  measurements  processing  was 
developed. It contains a sequence of steps that can 
be  executed  consistently  or  in  parallel  and 
possible  ways  for  their  detailing.  The  algorithm 
assumes  that  both  universal  and  specialized 
methods  and  tools  can  be  executed;  several 
contexts are taken into account – geospatial, time 
related  and  historical;  steps  of  the  general 
algorithm are defined according to the concept of 
data  harmonization,  integration  and  fusion. 
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Results are formally described using a developed 
hierarchy of models [5] and represented as a part 
of the UIM of subject domain. Below each of the 
three  steps  of  multidimensional  measurements 
processing  are  considered.  Measurements 
harmonization  algorithm  assumes  execution  of 
the  stages  represented  in  Fig.1.  Algorithm  for 
measurements  time  series  integration  is given  in 
Fig.2, for time series fusion in Fig.3. 
________________________________________________________ 

Input data. Initial data in the form of binary stream 
Output data. Modified UIM of subject domain 
Algorithm description. 

A. Binary data processing 
Step A1 Binary data structure identification 
Step A2 Binary data structure reveling (not obligatory) 
Step A3 Evaluation  and  improvement  of  data  structure 
description 
B Measurements time series processing 
Step B1 Conversion of binary streams to time series 
Step B2 Input time series transformation 
 convert time series to unified formats 
 execute preliminary processing of time series 
 estimate time series quality and reliability 
Step C. Description of  measurements  in  terms  of  subject 
domain 
  identify the list of entities 
  identify relations between entities 

________________________________________________________ 

Fig. 1. Algorithm for measurements harmonization. 
_____________________________________________ 

Input data.  Measurements  time  series  provided  by 
information model of subject domain 
Output data. Modified UIM of subject domain 
Algorithm description. 

A. Specialized measurements processing 
Step A1. Execution of the set of standard tests defined for 
data sources 
Step A2.  Execution  of  calculation  procedures  for 
elimination of known systematic errors 
B. Statistical measurements processing 
Step B1 Basic statistical measurements processing 
  identify time series types 
 execute the set of context dependent tests  
 calculate procedures defined for data sources 
  exclude duplicated values 
Step B2 Extended statistical measurements processing 
 execute joint analyses of time series 
  estimate  time  series  on  the  base  of  results  of 

historical data analyses 
C Task-oriented measurements processing 
Step C1 Calculation of derived parameters 
Step C2 Solution of the defined set of applied tasks 

________________________________________________________ 

Fig. 2. Algorithm for measurements integration. 
 

The  desired  list  of  algorithms  for  measurements 
harmonization  includes  following  methods  and 
algorithms: structure revealing, identification and 
verification  methods  based  on  calculation  of 
correlation  functions  or  graph-oriented 

representation  of  structures;  algorithms  for  time 
series  preprocessing,  including  algorithms  for 
removing noise, outliers and  filling gaps as well 
as  algorithms  for  preliminary  measurements 
quality  estimation  that  depend  on  types  of 
processed time series; a unified algorithm for data 
transformation to the UIM. 
Algorithm for measurements integration is based 
on the combination of the following algorithms: a 
group of specialized tests and procedures for data 
sources defined in subject domain model; a set of 
standard  context  dependent  methods  and 
algorithms applicable for all data sources; a set of 
basic  and  extended  statistical  methods  for  time 
series  analyses;  a  set  of  algorithms  required  for 
solving end user’s tasks. 
________________________________________________________ 

Input data.  Measurements  time  series  provided  by 
information model of subject domain 
Output data. Knowledge about processed measurements 
Algorithm description. 

A. Fusion of measurements 
Step A1.  Building  measurements  time  series  formalized 
descriptions 
  execute segmentation of measurements time series 
  calculate statistic characteristics of segments 
  execute cluster analyses of segments 
  define segment classes 
Step A2. Identification of dependencies in time series 
  search  for  association  dependencies  between 

segment classes 
  search for temporal patterns in time series behavior 
B. Fusion of measurements and data of all other types 
Step B1 Reveal  and  identify  complicated  context 
dependent groups of data 
 reduce feature space 
  identify groups of data in the defined context 
 classify identified  groups  of  data  in  the  defined 

context  
 identify  external  factors  that  influence  the  groups 

structure 
Step B2 Identify behavior of various groups of data 
 identify logical dependencies between groups of data 

for different contexts 
  identify  temporal  dependencies  between  groups  of 

data for different contexts 
  compare identified  dependencies  in  different 

contexts 
C Exploration of historical data and knowledge retrieval 
Step C1 Building local statistical based models for defined 
contexts 
Step C2 Building  complex  hierarchical  statistical  based 
model 
D Building  regular  grids  of  objects  parameters  using 
operational and historical measurements 

________________________________________________________ 

Fig. 3. Algorithm for measurements fusion. 

Measurements  fusion  algorithm  is  the  most 
complicated  but  it  is  universal  and  independent 
from  the  input  data  suppliers  and  the  set  of  the 
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solved  tasks.  It  is  based  on  a  wide  range  of 
various  methods  and  algorithms  that  are  a 
complicated  combination  of  traditional 
algorithms, statistical and data mining algorithms. 
Adaptation of  algorithms  to  input measurements 
and context of their processing is achieved due to: 
i)  usage  of  statistical  methods  for  proper 
preparation  of  input  measurements  for  further 
processing;  ii)  definition  of  algorithms  optimal 
parameters  using  results  of  historical  data 
processing;  iii)  definition  of  criteria  for  results 
estimation on the base of statistical algorithms; iv) 
retrieval  of  additional  exploratory  information 
about  input  measurements.  Adaptation  of 
processing  algorithms  provides  possibility  to 
apply  algorithms  in  automatic  mode,  as 
parameters are defined automatically; to increase 
efficiency  of  algorithms  due  to  using 
preprocessed  data  and  additional  information 
about  data;  to  reapply  algorithms  with  different 
parameters if estimations of obtained results don’t 
satisfy users requirements. 
To  support  algorithms  adaptation  it  is  necessary 
to define formalized description of each algorithm 
that  contains:  a  name  of  the  algorithm,  a  short 
formalized description, a detailed not  formalized 
description, a description of input and output data, 
input parameters of the algorithm, a set of criteria 
estimating  if  the algorithm can be applied to the 
defined  input  data,  a  set  of  algorithm  results 
estimation  and  history  of  algorithm  application. 
Algorithms  and  their  descriptions  are  defined  in 
the  UIM.  All  algorithms  are  grouped  and 
taxonomy  of  algorithms  is  build  according  to 
applied  computational  methods.  Methods, 
algorithms and procedures used at different steps 
of  harmonization,  integration  and  fusion 
algorithms are described in [6]. 

Conclusion 

The  proposed  method  for  adaptive 
measurements processing was implemented in 
Decision  Making  Support  System  for  Arctic 
Exploration,  Monitoring  and  Governance  for 
ocean  data  processing.  Initial  oceanographic 
data included temperature and salinity profiles 
received  from  more  than  135000  various 
stations  at  the  period  from  1870  up  to 
nowadays.  The  task  was  to  provide  operative 
information  about  water  area  to  systems  of 
hydro  acoustic  fields  calculation. On  the base 
of initial data regular grids were built using the 

proposed method in automatic mode and with 
the desired accuracy of the results. The results 
of system operation are described in [6]. 
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