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Samenvatting

Dit proefschrift beschrijft verschillende concepten voor het verbeteren van LVQ al-

goritmen. Een van de behandelde punten is het aanleren van een metriek binnen

LVQ, dat wil zeggen, het optimaliseren van de gebruikte afstandsmaat voor een

specifieke toepassing. Een nieuwe geparametriseerde afstandsmaat wordt voorge-

steld, welke door ieder LVQ-algoritme aangepast kan worden aan de traindata.

Ook zullen drie verschillende benaderingen om Robust Soft LVQ aan te passen

geı̈ntroduceerd worden.

Na het geven van de benodigde achtergrond van LVQ in hoofdstuk 2 zal een

nieuwe afstandsmaat geı̈ntroduceerd worden in hoofdstuk 3. De Euclidische af-

stand wordt uitgebreid met een volledige matrix van adaptieve gewichten. Deze

aanpak generaliseert het populaire concept van het leren van relevantie. De diag-

onale elementen van de adaptieve matrix corresponderen met het expliciet wegen

van features, terwijl de buitendiagonale elementen gewicht toevoegen van combi-

naties van features. Zodoende kunnen correlaties in acht worden genomen bij het

evalueren van de gelijkheidswaarde tussen prototypen en featurevectoren. Deze

metriek is equivalent aan de gekwadrateerde Euclidische afstand na een lineaire

transformatie van data en prototypen naar een nieuwe featureruimte. Zowel ma-

trices met een volledige rang als afstandsmaten welke gelimiteerd zijn tot een klein

aantal features kunnen aangeleerd worden. Daar bovenop kan zowel een globaal

als een klassegewijs of prototype-specifiek metriek geı̈mplementeerd worden. We

leiden de regels af voor het aanleren van matrices in Generalized LVQ en Robust

Soft LVQ. Experimenten met kunstmatige datasets en reële referentiedatasets illus-

treren de nieuwe techniek in de praktijk. De toepassingen demonstreren dat het

aanleren van de matrix is op twee punten profijtelijk: de aanpak heeft een duideli-

jke meerwaardewanneer de accuraatheid van de classificatie in beschouwing wordt



genomen en wordt vergeleken met het gebruik van de Euclidische afstand of de

gewogen Euclidische afstand. Dit geldt in het speciaal voor lokale-matrixadaptatie

bij multi-klasseproblemen. Daarbovenop verbeteren de toegevoegde parameters de

interpreteerbaarheid van het uiteindelijke model. Matrixparameters onthullen de

belangrijke rol van de invoerdimensies op de diagonaalelementen en de belangri-

jke rol van correlaties op de buitendiagonale elementen. De experimenten leren

ons alsmede dat de twee leeralgoritmen verschillen in leerdynamica en de karakter-

istieken van het resulterende model.

In hoofdstuk 4 presenteren we een regularisatietechniek om het convergentiege-

drag van matrixleren te beı̈nvloeden. De voorgestelde methode voorkomt dat het

leeralgoritme laagrangse afstandsmaten produceert. Zoals vaakwordt geobserveerd,

hebben de aanpassingsregels de neiging om een enkele of een erg klein aantal richtin-

gen in featureruimte te kiezen. We introduceren een regularisatieterm welke gebal-

anceerde eigenwaardeprofielen verkiest van de relevantiematrix. De techniek kan

toegepast worden in combinatie met ieder matrixleerschema. We demonstreren

haar bruikbaarheid door matrixleren met GLVQ. Naast het gewenste effect op het

convergentiegedrag, blijkt de techniek profitabel om overspecialisatie-effecten en

numerieke instabiliteiten te voorkomen tijdens het aanleren.

Theoretische aspecten van het matrixleren in LVQ worden onderzocht in hoofd-

stuk 5. In het bijzonder onderzoeken we het convergentiegedrag in termen van

lokale-matrixadaptatie in LVQ1. Bij gesimplificeerde modelaannames wordt aange-

toond dat de aanpassingen er toe leiden dat een enkele richting in featureruimte

gekozen wordt. Deze richting wordt bepaald door de statistische eigenschappen

van de data welke toegekend is aan het respectievelijke prototype.

Hoofdstuk 6 presenteert drie verschillende werkwijzes om Robust Soft LVQ uit

te breiden. De studie refereert naar de oorspronkelijke versie van het algoritme dat

is gebaseerd op de gekwadrateerde Euclidische afstand. Allereerst stellen we voor

om tijdens het trainen van het algoritme, gebaseerd op de gradiëntinformatie van de

RSLVQ-kostenfunctie, zijn hyperparameter te wijzigen. Onze experimenten beves-

tigen dat het leren van de hyperparameter zorgt voor een zeer robuust algoritme ten

aanzien van de initiële keus van de hyperparameter. Ook kan voor ieder prototype

individueel een lokale hyperparameter aangeleerd worden. Aansluitend presen-

teren we een alternatieve besluitregel voor RSLVQ-klassificatie: het trainen van de

modelparameters maximaliseert de onderliggen kostenfunctie, welke gedefinieerd

is door een waarschijnlijkheidsratio. Met deze achtergrond stellen we voor om een

nieuw monster tijdens de werkfase toe te kennen aan de klasse met de hoogste

waarschijnlijkheidsratio. In tegenstelling tot de afstandgebaseerde klassificatieregel

volgt deze aanpak van nature het doel van RSLVQ-training. De hieropvolgende

praktische voorbeelden laten zien dat de nieuwe beslissingsregel beter presteert dan



de afstandgebaseerde aanpak, wanneer demethode gecombineerdwordtmet lokale

adaptieve hyperparameters. Tot slot leiden we de generalisatie van de RSLVQ-

kostenfunctie af ten aanzien van de vectoriale klassebenoeming van de invoerdata.

Op kunstmatige data demonstreren we dat RSLVQ een special situatie is van het

nieuwe fuzzy algoritme.
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