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Resumo

Esta dissertação foi desenvolvida dentro do contexto da equipa FCPortugal que participa na liga
de simulação 3D da RoboCup. O objetivo deste trabalho passa por projetar e implementar um
método de planeamento de caminho para controlar robôs humanóides num ambiente simulado de
futebol. Para a implementação do mesmo serão usadas técnicas de Reinforcement Learning para
escolher e otimizar o percurso do robô até à posição final desejada sendo o algoritmo usado o PPO.

Neste documento é apresentado o estado de arte de Reinforcement Learning assim como vários
algoritmos que ate hoje foram usados.

É também descrito o ambiente geral da RoboCup para a liga de simulação 3D assim como os
seus componentes e o robô atualmente usado na competição. É abordado também algum do papel
que Reinforcement Learning teve nesta competição com foco na equipa FCPortugal.

De modo a resolver o problema desta dissertação são usadas as ferramentas FCPgym e Stable
Baselines sendo que neste documento existe também uma breve descrição dos mesmos. Com a
ajuda destas ferramentas é resolvido o problema de planeamento de caminho para algumas situ-
ações sendo elas divididas em duas: com ou sem obstáculo entre o agente e a posição final havendo
por fim uma comparação dos resultados dos problemas.
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Abstract

This dissertation was developed within the context of the FCPortugal team that participates in the
RoboCup Simulation 3D League. The aim of this work is to design and implement a path planning
method to control humanoid robots in a simulated football environment. For its implementation,
Reinforcement Learning techniques will be used to choose and optimize the robot’s path to the
desired final position, the PPO is the chosen algorithm to this thesis.

This document presents the state of the art of Reinforcement Learning as well as several algo-
rithms that have been used until today.

It also describes RoboCup’s general environment for the Simulation 3D League as well as its
components and the robot currently used in the competition. Some of the role that Reinforcement
Learning played in this competition focusing on the FCPortugal team is also addressed.

In order to solve the problem of this dissertation, the FCPgym and Stable Baselines tools are
used, and in this document there is also a brief description of them. With the help of these tools,
the path planning problem for some situations is solved and they are divided into two: with or
without an obstacle between the agent and the final position, finally having a comparison of the
results of the problems.
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Chapter 1

Introdução

1.1 Enquadramento

FCPortugal é um projeto conjunto entre a Universidade do Porto e a Universidade de Aveiro para

a participação na RoboCup World-Championship. RoboCup é uma competição global de robótica

organizada anualmente, onde as equipas podem competir umas contra as outras em várias ligas.

Uma destas ligas baseia-se na simulação de jogos de futebol em 3D, sendo cada equipa constituída

por 11 robôs humanóides que se defrontam em campo num ambiente simulado. A intenção da

RoboCup[15] é ser usada como um meio para promover a robótica e a pesquisa de inteligência

artificial, oferecendo um desafio publicamente atraente e formidável. O grande objetivo do projeto

RoboCup é:

"By the middle of the 21st century, a team of fully autonomous humanoid robot soccer

players shall win a soccer game, complying with the official rules of FIFA, against the

winner of the most recent World Cup.[15]"

1.2 Objetivos

O objetivo principal desta dissertação é projetar, implementar e testar um método de planeamento

de caminho para controlar robôs humanóides num ambiente simulado de futebol. Cada agente

deve ser capaz de chegar ao seu destino da maneira mais eficiente, evitando objetos estáticos

(como os postes das balizas) e objetos dinâmicos (bola, membros da própria equipa ou da equipa

adversaria). O mecanismo de planeamento do caminho deve levar em consideração a velocidade

e o raio de girar do comportamento atual (andar ou correr), bem como a orientação final desejada

e para tal efeito será usado reinforcement learning. Os objetivos passam por desenvolver um

método de planeamento de caminho através reinforcement learning e que seja capaz de controlar

os jogadores de forma eficiente, uma forma flexível de adaptar o comportamento às diferentes

condições e métricas de avaliação de desempenho para diferentes cenários e diferentes abordagens.
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2 Introdução

1.3 Motivação

Inicialmente a liga de futebol simulado em 3D passava pelo comportamento mais básico dos robôs

humanóides como correr e chutar, mas como é de esperar a cada ano é exigido um maior nível

de performance por parte das equipas, portanto, é necessário atualizar e melhorar os métodos e

algoritmos da equipa para tentar atingir o objetivo da simulação ser mais parecida com a realidade

e para a obtenção de bons resultados. Um dos aspetos mais básicos no futebol é a movimentação

dos jogadores, qualquer ser humano a jogar futebol antes de se movimentar planeia o caminho

que vai percorrer para ir ao encontro da bola ou em movimentações defensivas, ou ofensivas.

Estas movimentações envolvem muitas vezes diferentes velocidades durante a progressão deste

mesmo caminho, também envolve um planeamento que evite ir contra os restantes elementos

de ambas equipas evitando cometer falta no caso de ser um elemento da equipa adversaria ou

apenas obstrução a membros da própria equipa prejudicando assim a sua equipa. Sendo um dos

aspectos mais básicos num jogo de futebol também o torna um dos mais importantes, pois sem

este planeamento de caminho o jogo perderia qualidade e tornar-se-ia uma confusão, e equipas

em que os jogadores se movimentem melhor normalmente são as que têm um jogo mais refinado

e, ao mesmo tempo, são as mais capazes. Em suma se os robôs forem capazes de planear o

caminho que irão percorrer ao longo do jogo de forma eficiente a equipa será também ela mais

eficiente conseguindo melhores resultados e, em simultâneo, dando um passo ao objetivo de tornar

o futebol simulado 3D mais parecido ao real.

1.4 Estrutura do Documento

• Capítulo 1: Introdução à dissertação onde há uma breve descrição do enquadramento, ob-

jetivos e motivação desta mesma.

• Capítulo 2: Estado da arte onde descrevo trabalho já feito e relacionado com tema em que

o foco é Reinforcement Learning e alguns dos algoritmos existentes

• Capítulo 3: Este capitulo apresenta o ambiente geral usado na RoboCup 3d Simulation

League e analisa os seus componentes, desde o simulador usado e o agente. Por fim descreve

algum do papel que o Reinforcement Learning teve até agora na RoboCup tendo em foco a

equipa FCPortugal.

• Capítulo 4: Ferramentas de treino descreve as principais ferramentas usadas durante o

desenvolvimento da dissertação.

• Capitulo 5: Descrição do trabalho prático realizado durante a dissertação assim como a

apresentação dos resultados

• Capitulo 6: Conclusões do trabalho realizado assim como algumas sugestões para trabalho

futuro.



Chapter 2

Reinforcement Learning

Reinforcement learning consiste em aprender a interagir com um ambiente. Um agente aprende

com as consequências das suas ações, em vez de ser explicitamente ensinado, procurando maxi-

mizar as suas recompensas. Seleciona as suas ações com base nas experiências passadas (exploita-

tion) e por novas escolhas (exploration).

Os sistemas Reinforcement learning são treinados pelas próprias experiências, e em princípio

podem exceder as capacidades humanas, e operar em domínios onde há falta de perícia humana

[16]. Deve haver um bom equilíbrio entre exploitation e exploration, embora o primeiro par es-

tado/ação gratificante dependa do acaso e de total exploration, o agente deve explorar outras ações

no mesmo estado, que podem ou não serem gratificantes, e somente após algumas tentativas deve

decidir explorar o par estado/ação mais gratificante.

2.1 Estrutura de Reinforcement Learning

O modelo geral da estrutura do reinforcement learning [3] envolve state, reward, agent e policy

como mostra na figura 2.1. A policy define a maneira do agente aprender um comportamento num

determinado momento. É o mapeamento de estados percebidos do ambiente para as ações. A

função de reward define o objetivo em um problema de reinforcement learning. A interação do

agent com o meio ambiente (environment) resulta na obtenção da reward. O agent define a sua

localização no meio ambiente enquanto escolhe uma acção para mudança de state, o agent executa

uma ação aleatória no seu meio ambiente. A ação at atualiza o state original do meio ambiente

para mudar a abordagem do agent para um novo state st+1 no instante t+1. No próximo state a

reward do meio ambiente dá uma resposta rt+1; o agent no state st+1 gera um novo feedback para

implementar a acção at+1, agora o state st+1 é considerado o state inicial. O agent seleciona a

ação de forma a receber uma recompensa imediata. A criação do próximo state e a interação do

agent serão repetidas para sempre.

3



4 Reinforcement Learning

Figure 2.1: Estrutura do Reinforcement Learning

2.1.1 Action Spaces

Diferentes ambientes permitem diferentes ações. O conjunto de todas as ações válidas num de-

terminado ambiente é chamado action space[17]. Espaços de ação discretos são definidos quando

existe apenas um número finito de movimentos que o agente pode utilizar, como no trabalho de-

senvolvido no Go[18]. Já no caso de espaços de ação contínuos como, por exemplo, o agente

controlar um robô no mundo físico, as ações são vetores de valores reais.

2.2 Algoritmos

Em reinforcement learning há vários algoritmos, desde os que operam em espaços discretos como

o algoritmo Q-learning, até aqueles que operam em espaços contínuos que têm maior aplicação

em robótica como, por exemplo, o Trust Region Policy Optimization (TPRO) e o Proximal Policy

Optimization (PPO). Existem muitos outros que podem ser classificados como tendo um espaço

de estado discreto ou contínuo, ou um espaço de ação discreto, ou contínuo.

2.2.1 Taxonomia dos algoritmos de Reinforcement Learning

Podemos ver na figura 2.2 a taxonomia dos algoritmos de reinforcement learning.
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Figure 2.2: Taxonomia dos algoritmos de Reinforcement Learning[1]

2.2.1.1 Model-Free vs Model-Based

Um dos pontos mais importantes da ramificação nos algoritmos de reinforcement learning[1] é a

saber se o agente tem acesso ou aprende um modelo do ambiente (função que prevê transições de

estado e recompensas).

A principal vantagem em ter um modelo é que permite que o agente planeie pensando no

futuro, isto é, sabe o que aconteceria em um série de escolhas possíveis e decide explicitamente

entre as opções. Um exemplo desta abordagem é o AlphaZero[18]. Quando este método funciona,

pode resultar numa melhoria na eficiência da amostra em relação aos métodos sem um modelo. A

principal desvantagem é que o modelo de verdade do ambiente geralmente não está disponível para

o agente, se este quiser usar um modelo deve aprender o modelo apenas por experiência o que pode

criar vários desafios. o maior desafio é que a tendência do modelo pode ser explorada pelo agente o

que resulta em um bom desempenho neste modelo mas no ambiente real terá um comportamento

não muito bom ou até mesmo péssimo. Aprendizagem através de modelo é fundamentalmente

difícil o que leva a muito esforço e tempo para calcular esse mesmo modelo e não é certo que

resulte como mencionado em cima.

Figure 2.3: Eficiência de amostra[2]
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2.3 Model-Free RL

2.3.1 Q-learning

Q-learning[3] é uma família de algoritmos off-policy de reinforcement learning. Este algoritmo é

uma estrutura tipicamente livre de modelos. Exploration é usada no início e a exploitation é usada

no final do processo de aprendizagem.

A função Q [19] define o quão útil é uma ação num determinado estado, a função Q é a

seguinte:

δQt(st ,at) = α[rt+1 + γ ∗ (max)∗Qt(st+1,at)−Qt(st ,at)]

Em Q-learning, o agente seleciona a próxima etapa pela atual tabela(Q-table) de recompensas,

a Q-table é o núcleo do algoritmo. Esta é atualizada de acordo com os valores αeγ .

2.3.1.1 DQN

Um dos exemplos da família de Q-learning é o Deep Q-Networks onde o agente é capaz de apren-

der como jogar Atari sem nenhum conhecimento anterior do mesmo.[20] DQN é capaz de combi-

nar reinforcement learning com redes neuronais profundas[21], onde é usada uma rede convolu-

cional profunda que usa camadas hierárquicas de filtros convolucionais para imitar os efeitos de

campos recetivos.

Figure 2.4: Modelo DNQ proposto por Mnih[3]

2.3.2 Policy Optimization

Nesta família de algoritmos[1] a otimização é quase sempre realizada na política, o que significa

que cada atualização usa apenas os dados recolhidos enquanto age de acordo com a versão mais

recente da política por isso não voltar a usar dados antigos, exigindo uma maior quantidade de

dados para treinar.
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2.3.2.1 Policy Gradient Methods

Os métodos de gradiente de políticas[4] calculam uma estimativa do gradiente de política e juntam-

no a um algoritmo de ascensão de gradiente estocástico. A forma de estimar o gradiente mais usual

é a seguinte:

ĝ = Êt [∇θ logπθ (at |st)Ât ]

Onde o πθ é uma política estocástica e Ât é uma estimativa da junção no timestep t. A expec-

tativa Êt [...] representa a média empírica de um lote finito de amostras num algoritmo que alterna

entre amostragem e otimização.

2.3.2.2 TRPO

O algoritmo Trust Region Policy Optimization (TRPO) [22] unifica a política de gradiente e a

política de métodos de interação, e otimiza um determinado objetivo sujeito a uma restrição de

região de confiança. TRPO é relacionado com métodos passados, por exemplo, com o natu-

ral policy gradient mas faz diversas alterações, principalmente porque usa uma divergência de

Kullback-Leibler fixa em vez de um coeficiente de penalidade fixo.

2.3.2.3 PPO

Proximal policy optimization[4] tem alguns dos benefícios do algoritmo Trust Region Policy Op-

timization (TRPO), mas é mais simples de implementar, mais geral e têm melhor complexidade

de amostra (empiricamente). PPO é uma família de métodos de otimização de política que usa

vários tempos de ascensão de gradiente estocástico para realizar cada atualização de política. Em

suma, PPO atinge um equilíbrio entre a facilidade de implementação, complexidade de amostra e

facilidade de ajuste, tentando calcular uma atualização em cada etapa que minimiza a função de

custo enquanto garante o desvio da política anterior seja relativamente pequeno[23].

O algoritmo PPO penaliza mudanças à política que afasta rt(θ) de 1. Sendo rt(θ) o rácio de

probabilidade em que:

rt(θ) =
πθ (at |st)

πθold (at |st)

e

rt(θold) = 1

Para atingir este objetivo usa uma função a seguinte função CLIP:

LCLIP(θ) = Êt [min(rt(θ)Ât ,clip(rt(θ),1− ε,1+ ε)Ât)]
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A figura em baixo 2.5 mostra o algoritmo PPO que usa tamanhos fixos de segmentos de tra-

jetória.

Figure 2.5: Algoritmo PPO[4]

Como podemos ver na imagem 2.6 o algoritmo PPO tem melhor desempenho que vários outros

que são considerados terem um bom desempenho num domínio continuo.

Figure 2.6: Comparação de vários algoritmos em vários ambientes de MuJoCo[4]

2.3.3 Interpolação entre policy optimization e Q-learning

As famílias model-free descritas em cima(policy optimizaition e Q-learning) podem ser combi-

nadas para juntar o melhor de ambas.

2.3.3.1 TD3

Twin Delayed Deep Deterministic policy gra-dient algorithm[24] é um algoritmo que melhorou a

velocidade de aprendizagem e a performance do algoritmo Deep Deterministic Policy Gradient,

conseguiu este objetivo resolvendo os problemas que envolvem o excessivo apreço dos Q-values

que podem levar à violação da política.
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2.3.3.2 SAC

Soft actor-critic (SAC)[25] é um algoritmo de off-policy deep reinforcement learning e de entropia

máxima que fornece uma aprendizagem eficiente da amostra enquanto retém os benefícios da

maximização de entropia e estabilidade. Soft actor-critic é uma melhoria do algoritmo Deep

Deterministic Policy Gradient mas em vez de otimizar uma política determinística, otimiza uma

estocástica.

2.4 Model-Based RL

2.4.1 Learn the Model

Um dos tipos de métodos baseados em modelos são os learn the model, estes métodos têm que

aprender o modelo conforme treinam. Resumindo é um método de tentativa e erro.

2.4.1.1 World Models

World models[26] é um algoritmo que pode ser treinado de uma maneira não supervisionada para

aprender uma representação espacial e temporal do ambiente. Este método usa recursos extraídos

do modelo do mundo como entradas para o agente e consegue treinar uma política compacta e

simples que possa resolver a tarefa necessária.

2.4.2 Given the Model

O outro tipo de métodos baseados em modelos são os given the model, neste caso é dado o modelo

do mundo logo inicialmente. Inicialmente é dado um modelo e usando a técnica do Monte Calo

Tree Search avalia a qualidade do estado atual e planeia o próximo movimento.

2.4.2.1 AlphaZero

Alphazero[16] é um dos algoritmos mais famosos de aprendizagem por reforço. A rede neuronal

deste algoritmo é treinada através de auto-jogos. Um dos exemplos é o famoso AlphaGo, podemos

ver na figura a baixo a técnica de pesquisa de Monte Carlo aplicada ao Go.
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Figure 2.7: Pesquisa em árvore do Monte Carlo no AlphaGo [5]

2.5 Conclusão

Este capitulo cobre o estado de arte relacionado com reinforcement learning. É revista a estrutura

de RL bem como os vários modelos existentes e um sumário dos vários algoritmos existentes. É

esperado que todos os anos, novas técnicas e novos algoritmos surjam visto ser uma área com

muita margem para progresso e atrai cada vez mais a curiosidade das diversas pessoas.



Chapter 3

RoboCup

3.1 RoboCup

Robocup [27] visa promover a inteligência artificial e a pesquisa robótica, fornecendo um prob-

lema padrão na forma de competições de futebol robótico. O objetivo do projeto é, até 2050, fazer

com que uma equipa de robôs humanóides derrote os campeões humanos de futebol dessa época.

3.1.1 Simulador Simspark

Simspark[28] é um sistema genérico de simulador multi-agente físico para agentes em ambientes

3D, é baseado na estrutura flexível do aplicativo Spark. Este simulador é usado como servidor

oficial de simulação 3D da RoboCup. As dimensões e a disposição do campo é a seguinte [27]:

• As dimensões do campo de futebol São de 30 por 20 metros;

• Cada baliza tem 2,1 por 0,6 metros, com uma altura de 0,8 metros;

• A grande área é de 3,9 por 1,8 metros;

• A área de penalti é a soma da largura da baliza e da grande área, perfazendo um total de 6,0

por 1,8 metros;

• O círculo central tem um raio de 2 metros;

• O campo de futebol é circundado por uma borda de 10 metros, os agentes não têm acesso

para além desta borda;

• A bola de futebol tem um raio de 0,04 metros e uma massa de 26 gramas.

Em cada canto do campo e nos postes da baliza é colocado um marcador distinto. As posições

destes marcadores são fixas e conhecidas por cada agente, estes percebem a posição relativa de

um subconjunto de marcados juntamente com as linhas de campo no seu campo de visão, capazes

de se localizarem no campo de futebol. Embora as linhas de campo tenham a mesma aparência

11
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que estes marcadores por ser identificado por meio de um identificador como por ser observado na

figura a baixo3.1.

Figure 3.1: Dimensões do campo de futebol e os marcadores de campo que são percebidos por um
agente

3.1.2 Ambiente da competição

O ambiente de competição[6] é composto por:

• Dois computadores de clientes, um de cada equipa, com os nomes de client1 e client2;

• Um computador server;

• Um computador monitor(roboviz)

Figure 3.2: Configuração do sistema para 2021[6]
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3.1.3 RoboViz

RoboViz[7] é o monitor e a ferramenta de visualização oficial para a RoboCup 3D Soccer Sim-

ulation League. Foi desenvolvida pela equipa magmaOffenburg, que é uma das equipas que ha-

bitualmente participa no RoboCup. Esta ferramenta faz o processamento 3D do ambiente e dos

agentes, é um recurso útil para fazer debugging ou implementar novas estratégias porque permite

a visualização das trajetórias e posições dos vários agentes como tambem da bola.

Figure 3.3: Interdace do RoboViz[7]

3.1.4 NAO Robot

As competições de RoboCup usam um modelo simulado do NAO Robô como agente e tem as

seguintes características[29]:

• 25 graus de liberdade que lhe permitem mover-se e adaptar-se ao seu ambiente;

• 7 sensores de toque localizados na cabeça, mãos e pés, sonares e uma unidade inercial para

perceber o seu ambiente e localizar-se no espaço;

• 4 microfones direcionais e altifalantes para interagir com humanos;

• Reconhecimento de voz e diálogo disponível em 20 idiomas;

• Duas câmaras 2D para reconhecer formas, objetos e até pessoas;

• Plataforma aberta e totalmente programável.
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Há um total de 22 articulações na versão do robô NAO sem dedos, como mostra a figura 3.4.

A inclinação e a rotação da cabeça são excluídos do space of state. O modelo de caixa pode ser

visto na figura 3.5.

Figure 3.4: Articulações e Actuadores do Robô NAO [8]
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Figure 3.5: Modelo caixa do NAO robô [9]

3.2 RL na Robocup e equipa FCPortugal

Na RoboCup, em que a equipa FCPortugal compete, a comunidade cientifica continua principal-

mente focada em chutar[30], no guarda redes [31] e detecção de objetos sejam eles parados ou em

movimento [32], [33]. Mas outro processo importante é o planeamento do caminho que deve ter

em conta a velocidade e o raio de girar do estado actual, seja ele andar ou correr, também deverá

ter atenção os restantes elementos das equipas em jogo.
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3.2.1 Multi-agent System

Muitas das ações estudadas para RoboCop são através de algoritmos de reinforcement learn-

ing para permitir um único agente conseguir desempenho de nível humano. Porém, na maioria

das situações, os agentes interagem com outros agentes para resolver um determinado problema.

Multi-agent systems concentra-se na construção de um sistema com vários agentes independentes

e em como coordená-los [34].

3.2.2 Agente FCPortugal

O agente da equipa FCPortugal é dividido em divido em vários pacotes que controlam uma parte

diferente do agente, desde a comunicação com o simulador às diferentes habilidades de alto ou

baixo nível desenvolvidas ate ao momento. Estes vários pacotes são os seguintes:

• Estado do mundo — Contem a informação sobre o meio ambiente, do estado do jogo e da

posição e características dos objectos

• Modelo do agente — Contem a informação do modelo do agente, isto é, as posições das

várias partes do corpo do robô e também é responsável por controlar as articulações do

mesmo.

• Geometria — Este pacote contem como o nome diz as classes que definem entidades ge-

ométricas desde operação matemáticas a vetores

• Habilidades — Este pacote contem todas as habilidades ate agora desenvolvidas pela equipa

e os motores necessários para tornas as redes neuronais que foram treinadas utilizáveis pelo

agente

• Utilidades — Contem classes necessárias ao agente para funcionar e também contem classes

dedicadas à comunicação entre os agentes e o servidor.

• Estratégia — Como o nome diz é responsável pela estratégia que a equipa usará durante os

vários jogos e torneios que possa disputar.

3.2.3 Omnidirectional Walking

Omnidirectional Walking foi implementado pela equipa FCPortugal[10]. Para conseguir imple-

mentar foi necessario decompor em vários modulos e abordar cada módulo de forma independente,

na seguinte figura 3.6 podemos ver a interação entre os diferentes módulos.
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Figure 3.6: Arquitetura dos módulos do motor de andar[10]

3.2.3.1 Estabilização do andar

Geralmente para controlar o equilíbrio da locomoção bípede é usado o indicador de estabilidade

ZMP como foi mostrado pela equipa FCPortugal[11]. ZMP não consegue gerar diretamente a

referência para a trajetória do andar, mas consegue indicar se a trajetória gerada ira fazer com

que o robô perca ou não o equilíbrio. O andar bípede pode ser representado como um problema

de equilíbrio de um ZMP, visto que na fase em que só há um suporte o andar humano pode ser

representado por um pêndulo invertido.

Figure 3.7: a)Vista frontal do robô NAO e o IPM b)Visão esquemática do IPM [11]

Usando este modelo cada futuro passo é calculado baseado na posição atual do pé e a direção

pretendida durante o andar.
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3.2.4 Walk faster

Walk faster foi apresentado pela equipa FCPortugal [11]. Foi apresentada uma abordagem numérica

para gerar a trajetória CoM horizontal com base na trajetória ZMP predefinida e na trajetória CoM

vertical. Nesta abordagem andar é considerado um movimento dinâmico e não se presume que

seja estaticamente estável no início e no final de cada passo do andar, portanto a abordagem pode

gerar um andar rápido e dinâmico. Para gerar um andar a considerar o movimento vertical CoM

foi estudar o movimento da altura do quadril, otimizando os parâmetros do movimento modelado

a essa altura. O agente foi capaz de aprender a andar rápido tanto para a frente como para o lado.

O motor de andar desenvolvido foi testado num robô NAO em que se verificou um aumento de

velocidade de 0.119 m/s para 0,34 m/s. Pode ser constatado na imagem 3.8 uma visão geral da

abordagem e todos os componentes.

Figure 3.8: A interação entre cada componente da abordagem proposta

3.2.5 Sprinting

A equipa FCPortugal conseguiu treinar os comportamentos de correr e parar [8], esta solução foi

obtida a usar o algoritmo Proximal Policy Optimization. O desempenho de correr é bastante es-

tável e bastante superior aos antigos campeões dos desafios de correr, e também consideravelmente

melhor que os algoritmos atuais usados pelas equipas do RoboCup 3D Soccer Simulation. As ve-

locidades que os agentes conseguiram obter são na ordem dos 2,45m/s que são muito superiores

às velocidades do walk fast.
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Figure 3.9: Execução do sprint por parte do robô NAO [8]

3.3 Conclusão

Este capitulo apresenta o ambiente geral usado na RoboCup 3D Simulation League e analisa os

seus componentes, desde o simulador usado, o agente(NAO Robot), etc. É abordado o do papel do

RL no Robocup descrevendo algumas das habilidades que os robôs conseguem fazer atualmente,

focando no que foi desenvolvido pela equipa FCPortugal.
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Chapter 4

Ferramentas de treino

4.1 Open AI Gym e Stable Baselines

O Open AI Gym[35] tornou-se um padrão para benchmarking de algoritmos de reinforcement

learning, a grande aceitação da sua interface levou ao aparecimento de várias coleções de im-

plementações de grande qualidade dos mais populares algoritmos de reinforcement learning, tais

como a Open AI Baselines e a Stable-Baselines[36], estas ferramentas permitem o desenvolvi-

mento e poder comparar algoritmos de RL.

4.1.1 Ambientes

Open AI Gym contem vários ambientes pré-feitos e, ao longo do tempo, prevê-se que irão aumen-

tar. Podemos observar nas imagens seguintes[37] alguns exemplos como os de Atari, andar bipede

entre outros.

21
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Figure 4.1: Exemplos de ambientes pré-feitos do Open AI Gym

Para usar um ambiente[38] inicialmente é preciso usar a função make para criar o ambiente

em que o argumente é o nome do mesmo. Logo a seguir é chamada a função reset que reinicia o

ambiente, isto é, todos os valores e posições voltam ao valor inicial e retorna uma observação. Esta

observação representa o estado do ambiente. De seguida, as funções render e step são chamadas

ate o episódio acabar(done ser igual a true) criando assim um ciclo como podemos ver em 4.2. A

função step realiza uma ação e retorna quatro valores, que são:

• observation — um objeto específico do ambiente que representa a observação do ambiente;

• reward — quantidade de recompensa que a ação anterior conseguiu atingir;

• done — indica se é tempo de dar reset ao ambiente;
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• info — informação útil para debugging.

Figure 4.2: Ciclo de execução do ambiente no Open AI Gym

Figure 4.3: Exemplo de código usando um ambiente pré-feito

4.1.2 Algoritmos de RL

Existem vários algoritmos de reinforcement learning como foi explicado no capítulo anterior. O

projeto stable baselines tem implementado vários algoritmos como podemos ver na figura 4.4

onde também podemos ver as características dos mesmos tais como as políticas recorrentes, o tipo

de espaço e o multiprocessamento.
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Figure 4.4: Algoritmos presentes no Stable Baselines[12]

Como podemos verificar diferentes algoritmos têm diferentes tipos de espaços. Podemos clas-

sificar os espaços em quatro tipos [12]:

• Box — Uma caixa N-dimensional que contém todos os pontos do espaço de ação;

• Discrete — Uma lista de ações possíveis, em que cada intervalo de tempo apenas uma das

ações pode ser usada;

• MultiDiscrete — Uma lista de ações possíveis, onde cada intervalo de tempo, apenas uma

ação de cada conjunto discreto pode ser usada.

• MultiBinary — Uma lista de ações possíveis, onde cada intervalo de tempo de qualquer

uma das ações pode ser usado em qualquer combinação.

4.1.3 Ambientes Vectorizados

Alguns dos algoritmos implementados no Stable Baselines usam ambientes vectorizados.

Ambientes vectorizados[13] são um método para empilhar vários ambientes independentes

num único ambiente conseguindo correr vários episódios em sincronismo. Desta forma em vez

de treinar um agente usando Reinforcement Learning num único ambiente por step, usando am-

bientes vectorizados é possível treinar este agente em n ambientes por step. Portanto, as ações,

as observações, as recompensas passam a ser em forma de vetores, neste caso de dimensão n.

Havendo sincronismo e se um ambiente acabar primeiro terá que esperar que todos os ambientes

acabem os seus steps.
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No Stavle Baselines existem dois tipos de ambientes vectorizados sendo eles o DummyVecEnv

e o SubprocVecEnv. Podemos ver as diferentes características na imagem seguinte.

Figure 4.5: Características dos 2 tipos de ambientes vectorizados no Stable Baselines[13]

O DummyVecEnv [13] chama cada ambiente em sequência num único processo Python, sendo

mais útil para ambientes simples e com menor peso computacional. O SubprocVecEnv distribui

cada ambiente pelo seu processo Python conseguindo assim um aumento significativo da veloci-

dade quando usados ambientes mais complexos.

4.2 FCPgym

A grande variedade de problemas do contexto da 3D Simulation League em que a equipa FC-

Portugal e este trabalho se inserem são adequados para serem resolvidos através de algoritmos e

técnicas de reinforcement learning sendo por isso útil e adequado usar as ferramentas Open AI

Gym e Stable-Baselines. A equipa FCPortugal[39] desenvolveu uma framework para treinar e par-

tilhar os algoritmos de RL sendo que se baseou na interface da Open AI Gym, sendo o nome desta

FCP Gym. O FCP Gym foi construído em cima do código base da equipa para ser possível usar os

comportamentos já existentes. O código base da equipa está escrito em C++ e o Stable-Baselines

está implementado em python, logo para usar esta coleção de algoritmos assim como outras bib-

liotecas de computação numérica como o TensorFlow entre outras que têm interfaces em python

foi usado a biblioteca pybind11 que permite operar entre as duas linguagens de programação.

4.2.1 Processo de optimização

O processo de otimização[14] começa com a criação de N ambientes do FCP Gym em paralelo,

cada desses ambientes cria uma instância do SimSpark onde o agente treina. A comunicação feita

entre o agente e o optimizador é efetuada através de um socket TCP. Um episódio começa quando

o optimizador envia uma ação ao agente, de seguida o agente executa a ação dada e informa o op-

timizador sobre o novo estado da simulação, isto é, envia uma observação. Depois, o optimizador

avalia a ação que foi efectuada baseado na observação que recebeu e por fim o ciclo repete-se em

que novamente o optimizador envia uma nova ação ao agente. Como disse inicialmente existe a

criação de N ambientes em paralelo logo este ciclo é executado em cada um destes ambientes em

simultâneo.
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Figure 4.6: Comunicação entre o agente e o optimizador[14]

4.3 Conclusão

Neste capítulo é explicado as ferramentas de treino usadas durante a parte prática. Inicialmente é

explicado como as ferramentas Open AI Gym e Stable Baselines funcionam e podem ser usadas

para treinar usando algoritmos de reinforcement learning. Por último é abordado a ferramenta

desenvolvida pela equipa FCPortugal que usa para o desenvolvimento de novas habilidades e por

consequência o melhoramento do desempenho da equipa.



Chapter 5

Planeamento de caminho

Como dito anteriormente o objetivo desta dissertação é treinar usando Reinforcement Learning

o robô humanoide a planear um caminho para conseguir alcançar um determinado local. Irá ser

usado o comportamento de andar já treinado pela equipa e descrito previamente. Atualmente a

equipa FCPortugal ao usar este comportamento de andar planeia o caminho através de condições

hard-coded. Este capitulo vai descrever dois diferentes problemas e a maneira como foram re-

solvidos cada um deles usando as ferramentas de treino FCPgym e Stable Baselines. Os problemas

estão divididos em duas categorias:

• Planear o caminho ate a um determinado ponto sem qualquer obstáculo.

• Planear o caminho ate a um determinado ponto com obstáculos.

5.1 PPO2

Para todos os treinos foram usados o algoritmo PPO2 disponível no Stable Baselines com a ajuda

da ferramenta FCPgym. Os parâmetros deste algoritmo estão predefinidos na documentação da

[40].

• Policy = MlpPolicy(2 layers of 64 nodes [41])

• Gamma = 0,99

• Entropy coefficient = 0,01

• Learning rate = 0,00025

• Value function coefficient = 0,5

• Maximum Gradient Norm = 0,5

• Lam = 0,95

• Number of training minibatches per update = 4

27
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• Number of epoch when optimizing the surrogate = 4

• Clip Range = 0,2

Para a resolução dos problemas a seguir foi usado multiprocessamento sendo usados 25 ambi-

entes em paralelo usando ambientes vectorizados.

5.2 Planeamento de caminho sem obstáculo

5.2.1 Experiência 1

Esta primeira experiência consiste em usar o comportamento de andar em que o agente apenas terá

que andar em linha reta para ser bem sucedido.

5.2.1.1 Action Space

A skill usada tem como entrada três velocidade, uma segundo o eixo das abcissas, a segunda

referente ao eixo das ordenadas e a última é uma velocidade angular.

Os eixos das velocidades são relativas ao agente sendo que a primeira velocidade (Vx) permite

o agente andar para a frente ou para trás, a segunda (Vy) permite o agente andar para os lados, isto

é, esquerda e direita, e a última (Vtheta) permite o agente descrever curvas.

Não foi usada a velocidade Vy porque com a combinação das outras duas velocidades é pos-

sível descrever qualquer trajetória e a velocidade do agente ao andar para os lados é muito menor

que em frente.

• Vx velocidade do agente segundo o eixo das abcissas

• Vtheta velocidade angular do agente

5.2.1.2 Observation Space

O espaço de observação neste primeiro problema tem os seguintes valores:

• Vx antigo — valor da velocidade Vx anterior

• Vtheta antigo — valor da velocidade Vtheta anterior

• Dist — distância para o target final

• Ori — Orientação relativa do agente ao target final
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5.2.1.3 Episódio

O agente começa na posição inicial (-5, 0) e o target final na posição (0,0) como pode ver na

imagem seguinte.

Figure 5.1: Situação inicial do episódio da experiência 1

As condições para o episódio acabar são as seguintes:

• A posição do agente não sair fora da área que pode ser vista na figura 5.1. Isto é, o valor

da coordenada x da posição do agente não ser menor que -6 e maior que 1 e o valor da

coordenada y não ser menor que -2 e maior que 2.

• O valor da coordenada z da cabeça do agente não ser menor que 0,25. Pois, a partir deste

valor o agente cai.

• A distância entre o robô e a posição final ser menor que 0,25

• Duração do episódio ser menor que 2000 timesteps

5.2.1.4 Recompensa

Normalmente existe uma recompensa evidente para qualquer tipo de otimização em que se con-

seguir atingir o objetivo, sendo neste caso conseguir chegar à posição final a recompensa seria 1

e se não conseguisse a recompensa seria 0. Mas muito provavelmente o agente iria falhar porque

neste caso iria estar a divagar pelo campo sem saber se estaria perto ou não de atingir o objetivo,

pois a cada ação que tomasse iria receber o valor 0.

Por este motivo a recompensa usada para este treino poderia ser a diferença entre a distância

atual do agente à posição final pretendia e a distância no timestep anterior entre a posição do agente

e a posição final pretendida. Mas esta função recompensa continua com dois problemas, o primeiro

é que poderia ser negativa ao se afastar da posição final pretendida e recompensas negativas podem

levam ao agente evitar por completo determinadas ações resultando em comportamentos diferentes
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do pretendido em determinadas situações. O segundo problema passa por não haver um incentivo

ao agente atingir a posição final no menor tempo possível, pois o total da soma das recompensas

no final de um episódio seria igual à distância inicial do agente para a posição pretendida.

A resolução destes dois problemas é fácil, pois para o primeiro basta criar uma condição em

que só nos casos em que o agente se aproximou da posição pretendida é calculada a recompensa,

isto é, a distância para a posição final atual ser menor que a distância anterior, nos outros casos

a recompensa tem um valor igual a zero. Para o segundo problema se for aplicada o quadrado à

diferença das distâncias o somatório das recompensas no final do episódio será tanto maior quando

maior for a distância que o agente percorreu entre dois timesteps.

Desta forma temos:

se D(t−1)−D(t)> 0 :

R(t) = [D(t−1)−D(t)]2

Em que, R é a recompensa, D a distância e t o timestep

5.2.1.5 Resultados

Sendo um problema relativamente simples em que o robô só teria que aprender a andar em frente

até atingir a posição final desejada é esperado que a percentagem de sucesso seja alta, mas o

robô devido a tentar atingir a velocidade máxima possível e descrever o trajeto cai várias vezes.

Foi possível verificar que um dos motivos de cair é devido à taxa de atualização de valores de

velocidade (Vx e Vtheta) como podemos constatar na tabela a seguir. O ambiente atualiza a cada

vez que é feito um sync, sendo que cada sync corresponde a 0,02 segundos.

Timesteps p/ completar treino sync Nº episódios Nº ep. com sucesso Nº de vezes que Cai

900k 1 100 0 100

650k 10 100 50 50

400k 20 100 88 12

200k 30 100 83 17
Table 5.1: Resultados da experiência 1, caminho sem obstáculo

Podemos verificar que a melhor taxa de atualização dos valores de velocidade é a cada 20

syncs, isto é, a cada 0,4 segundos e que para completar o treino é tanto mais rápido o quanto

menor for esta taxa de atualização.

A velocidade média do robô ao longo do percurso usando os 20 syncs foi de 0,70009 m/s.
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Figure 5.2: Exemplo do percurso do robô após treino na experiência 1

5.2.2 Experiência 2

Nesta experiência a posição e a orientação inicial do robô irá variar.

5.2.2.1 Action Space

O action space é o mesmo que na experiência 1.

• Vx velocidade do agente segundo o eixo das abcissas

• Vtheta velocidade angular do agente

5.2.2.2 Observation Space

Assim como o action spcace, o Observation Space também é o mesmo.

• Vx antigo — valor da velocidade Vx anterior

• Vtheta antigo — valor da velocidade Vtheta anterior

• Dist — distância para o target final

• Ori — Orientação relativa do agente ao target final

5.2.2.3 Episódio

Neste problema a posição final pretendida será novamente nas coordenadas (0,0) e o agente ir

aparecer aleatoriamente à volta do target a uma distância que varia entre 3 metros e 5 metros, na

figura 5.3 podemos observar a área onde o robô pode ter posição inicial, sendo ela delimitada pelas

duas linhas azuis claras. A orientação inicial do agente em relação à posição final pretendida será

de 0 primeiro e num segundo caso também será aleatória.
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Figure 5.3: Situação inicial do episódio da experiência 2, posição inicial do agente variável

As condições para o episódio acabar são as seguintes: Apenas há alteração na área permitida

para o agente percorrer e na duração do episódio sendo esta maior devido à complexidade da

experiência também ser maior.

• A posição do agente não sair fora da área delimitada pela linha vermelha que pode ser vista

na figura 5.3. Isto é, a distância do robô à posição final pretendida não poderá ser maior que

6 metros.

• O valor da coordenada z da cabeça do agente não ser menor que 0,25. Pois, a partir deste

valor o agente cai.

• A distância entre o robô e a posição final ser menor que 0,25

• Duração do episódio ser menor que 3000 timesteps

5.2.2.4 Recompensa

A recompensa também será a mesma da experiência anterior sendo ela a seguinte:

se D(t−1)−D(t)> 0 :

R(t) = [D(t−1)−D(t)]2
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Em que, R é a recompensa, D a distância e t o timestep

5.2.2.5 Resultados

Como podemos observar na figura 5.4 a distribuição da posição inicial do agente em 100 episódios

podendo verificar uma boa distribuição pelos quatro quadrantes.

Figure 5.4: Distribuição da posição inicial do agente em 100 episódios

Inicialmente foram obtidos os resultados de uma versão mais simples do problema em que

a orientação relativa inicial é igual a zero, com estas condições o problema é muito parecido

à experiência 1 onde o agente apenas tem que andar em frente ate ao target, obtendo por isso

percentagem de sucesso muito parecidas.

Numa segunda fase foi alterada a condição inicial da orientação relativa para aleatória onde se

verificou percentagens de sucesso na mesma ordem de valores da orientação relativa inicial a zero,

a única variação verificada foi o tempo que demorou a treinar ate atingir bons resultados.
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Timesteps Treino ORI Nº de episódios Nº ep. c/ sucesso Nº Cai Teste nº2 (%)

2,050M 0 100 80 20 81

2,450M 0 100 90 10 87

2,500M Aleatória 100 83 17 84

3,000M Aleatória 100 87 13 86

3,250M Aleatória 100 87 13 90

3,500M Aleatória 100 89 11 86
Table 5.2: Resultados da experiência 2 de planeamento de caminho sem obstáculo

Figure 5.5: Exemplo do percurso do robô após treino na experiência 2

5.2.3 Experiência 3

Nesta experiência o objetivo é melhorar o tempo de reação, pois nas experiências anteriores as

velocidades Vx e Vtheta são atualizadas a cada 20 syncs que correspondem a 0,4 segundos.

Como um dos grandes objetivos é o robô conseguir desviar-se de obstáculos sejam eles estáti-

cos ou dinâmicos este tempo de reação é muito grande.

5.2.3.1 Action Space

O action space é o mesmo que nas experiências anteriores.

• Vx velocidade do agente segundo o eixo das abcissas

• Vtheta velocidade angular do agente
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5.2.3.2 Observation Space

Assim como o action spcace, o Observation Space também é o mesmo.

• Vx antigo — valor da velocidade Vx anterior

• Vtheta antigo — valor da velocidade Vtheta anterior

• Dist — distância para o target final

• Ori — Orientação relativa do agente ao target final

5.2.3.3 Episódio

Neste problema é usado o mesmo modelo de episódio que na experiência anterior em que a posição

final pretendida será novamente nas coordenadas (0,0) e o agente ir aparecer aleatoriamente à

volta do target a uma distância que varia entre 3 metros e 5 metros e com uma orientação ini-

cial aleatória, na figura 5.6 podemos ver a área onde o robô pode ter posição inicial, sendo ela

delimitada pelas duas linhas azuis claras.

Figure 5.6: Situação inicial do episódio da experiência 3, posição inicial do agente variável

As condições para o episódio acabar novamente as mesmas.
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• A posição do agente não sair fora da área delimitada pela linha vermelha que pode ser vista

na figura 5.3. Isto é, a distância do robô à posição final pretendida não poderá ser maior que

6 metros.

• O valor da coordenada z da cabeça do agente não ser menor que 0,25. Pois, a partir deste

valor o agente cai.

• A distância entre o robô e a posição final ser menor que 0,25

• Duração do episódio ser menor que 3000 timesteps

5.2.3.4 Recompensa

A recompensa também será a mesma da experiência anterior sendo ela a seguinte:

se D(t−1)−D(t)> 0 :

R(t) = [D(t−1)−D(t)]2

Em que, R é a recompensa, D a distância e t o timestep

5.2.3.5 Resultados

Como visto anteriormente, o que dificulta ter um tempo de reação mais baixo é o agente cair

mais vezes, pois durante o treino existem variações bruscas de grandes velocidades provocando

o agente a se desequilibrar. Partindo deste princípio foi aumentado o intervalo das velocidades

e diminuído o número de syncs, pois mantendo os parâmetros do algoritmo PPO2 a variação

absoluta ao longo do treino do valor das velocidades será menor. Por fim foi comparado com as

experiências anteriores, como podemos constatar na tabela seguinte.

Nº Exp. Intervalo vX Intervalo vTheta Nº Syncs Nº Ep. Nº sucesso Nº Cai

1 [0:1] [-1:1] 1 100 0 100

1 [0:1] [-1:1] 10 100 50 50

2 [0:1] [-1:1] 20 100 89 11

3 [0:10] [-20:20] 10 100 68 32

3 [0:5] [-10:10] 5 100 65 35

3 [0:2] [-5:5] 5 100 63 37
Table 5.3: Diminuição do número de syncs e aumento do intervalo das velocidades e comparação
com as experiências 1 e 2

Como podemos ver as percentagens de sucesso são mais baixas que na experiência anterior,

mas se for comparado com a experiência 1 em que o agente apenas tinha que andar em frente ate

à posição final nota-se uma melhoria de resultados. Pois, com uma capacidade de reação de 10
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syncs, que correspondem a 0,2 segundos a percentagem de sucesso é de 50%, com esta alteração

as percentagens melhoraram mesmo com uma capacidade de reação de 0,1 segundos (5 syncs).

Apesar da melhoria dos resultados, ainda não são suficientemente satisfatórios, por isso, a

recompensa foi alterada e feita uma interpolação com o valor da velocidade usado anteriormente

evitando assim variações mais bruscas. A mudança da recompensa é pequena, apenas se multipli-

cou por uma constante, pois os valores a cada iteração eram muito baixos.

Nº Exp. Inter. vX Inter. vTheta Nº Syncs Nº Ep. Nº sucesso Nº Cai Observações

1 [0:1] [-1:1] 1 100 0 100

1 [0:1] [-1:1] 10 100 50 50

2 [0:1] [-1:1] 20 100 89 11

3 [0:10] [-20:20] 10 100 68 32

3 [0:1] [-1:1] 1 100 18 82
20 * Rec-

ompensa

3 [0:1] [-1:1] 1 100 15 85

20 * Rec-

ompensa

e inter-

polação

75% valor

anterior

3 [0:0,65] [-1:1] 1 100 83 17

20 * Rec-

ompensa

e inter-

polação

50% valor

anterior
Table 5.4: Aumento da recompensa, interpolação com a velocidade anterior e comparação com as
experiências 1 e 2

O aumento da recompensa ajudou a melhorar os resultados como se pode ver ao comparar com

a experiência 1. O uso da interpolação com o valor da velocidade anterior não mostrou melhorias

aos resultados, mas a diminuição da velocidade Vx mostrou um aumento drástico da percentagem

de sucesso. Sabendo que o aumento da recompensa e a limitação da velocidade do agente ajuda

na obtenção de percentagens de sucesso mais altas foi usado uma combinação de ambos.
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Nº Exp. Inter. vX Inter. vTheta Nº Syncs Nº Ep. Nº sucesso Nº Cai Observações

1 [0:1] [-1:1] 1 100 0 100

1 [0:1] [-1:1] 10 100 50 50

2 [0:1] [-1:1] 20 100 89 11

3 [0:10] [-20:20] 10 100 68 32

3 [0:1] [-1:1] 1 100 18 82 20∗R

3 [0:0,5] [-1:1] 5 100 98 2
20∗R
syncs

3 [0:0,7] [-1:1] 5 100 85 15
20∗R
syncs

3 [0:0,5] [-1:1] 1 100 99 1
20∗R
syncs

3 [0:0,7] [-1:1] 1 100 84 16
20∗R
syncs

Table 5.5: Aumento da recompensa, limitação do valor de Vx e comparação com as experiências
1 e 2

Como se pode ver na tabela 5.5 as percentagens de sucesso quando há uma limitação da ve-

locidade Vx a 0,5 m/s e um aumento da recompensa são de perto de 100% tanto no caso em que

se usa um tempo de reação de 0,1 segundos (5 syncs) ou de 0,02 segundos (1 sync). Foi usada

uma limitação da velocidade a 0,7 m/s, pois como podemos ver na experiência 1 é a velocidade

máxima que o agente conseguiu atingir quando tinha sucesso em descrever a trajetória pretendida.

Assim, deste modo é o robô consegue atingir essa mesma velocidade máxima, mas não é forçado

a ultrapassa-la conseguindo deste modo atingir percentagens de sucesso na ordem dos 85% pare-

cidos às percentagens obtidas na experiência 2, mas com tempos de reação muito melhores.
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A diferença entre usar um tempo de reação de 0,1 segundos (5 syncs) ou de 0,02 segundos (1

sync) está no tempo necessário de treino. A tabela 5.6 mostra que usar um tempo de reação de

0,02 segundos em vez de 0,1 aumenta o tempo necessário de treino, pois a sua dificuldade também

aumenta. No caso da limitação da velocidade de 0,5 m/s o treino é bastante mais rápido, pois a

esta velocidade o robô raramente cai o que diminui a dificuldade do treino.

timesteps Treino. Inter. vX Inter. vTheta Nº Syncs Nº Ep. Nº sucesso Nº Cai

2M [0:0,5] [-1:1] 5 100 98 2

0,9M [0:0,7] [-1:1] 5 100 85 15

5,6M [0:0,5] [-1:1] 1 100 99 1

2,25M [0:0,7] [-1:1] 1 100 84 16
Table 5.6: Comparação dos tempos de treino

5.3 Planeamento de caminho com obstáculo

5.3.1 Experiência 4

Esta experiência é pela primeira vez colocado um obstáculo entre o agente e a posição final pre-

tendida.

5.3.1.1 Action Space

O action space é o mesmo que nas últimas experiências sendo ele o seguinte.

• Vx velocidade do agente segundo o eixo das abcissas

• Vtheta velocidade angular do agente

5.3.1.2 Observation Space

No caso do observation space não será o mesmo que nas experiências anteriores, pois existe desta

vez um obstáculo e o agente terá que ter informação do mesmo para o poder evitar.

• Vx antigo — valor da velocidade Vx anterior

• Vtheta antigo — valor da velocidade Vtheta anterior

• Dist — distância para o target final

• Ori — Orientação relativa do agente ao target final

• Dist_obst — distância para o obstáculo

• Ori_obst — Orientação relativa do agente ao obstáculo
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5.3.1.3 Episódio

Sendo esta a primeira experiência com um obstáculo o episódio será o mais simples possível

devido ao tempo que dos treinos. Assim como na experiência 1 o agente começa na posição inicial

(-5, 0) e o target final na posição (0,0) e o obstáculo, com um raio de 0,4 metros, é posicionado a

meio entre a posição inicial do agente o target final como pode observar na imagem seguinte.

Figure 5.7: Situação inicial do episódio com obstáculo, experiência 4

As condições para o episódio acabar são as seguintes:

• A posição do agente não sair fora da área que pode ser vista na figura 5.1. Isto é, o valor

da coordenada x da posição do agente não ser menor que -6 e maior que 1 e o valor da

coordenada y não ser menor que -2 e maior que 2.

• O valor da coordenada z da cabeça do agente não ser menor que 0,25 metros, pois a partir

deste valor o agente cai.

• A distância entre o robô e a posição final ser menor que 0,25 metros

• Duração do episódio ser menor que 3000 timesteps

• A distância entre o robô e a obstáculo ser menor que 0,4 metros

5.3.1.4 Recompensa

A recompensa é divida em duas partes, a primeira relaciona o agente a posição final pretendida

como nas experiências anteriores, mas desta vez multiplicada por uma constante, pois foi possível

verificar uma melhoria de resultados na experiência 3 com esta nova função recompensa. Deste

modo temos:

se D(t−1)−D(t)> 0 :

R(t) =
20

syncs
∗ [D(t−1)−D(t)]2
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Em que, R é a recompensa, D a distância para a posição final pretendida, t é o timestep e os

syncs é o número de syncs em que não se muda os valores das velocidades Vx e Vtheta.

A segunda parte da recompensa relaciona o agente e o obstáculo. Para tal a solução proposta

é o uso de funções do tipo sigmoide em que um dos ramos tende para zero e o outro para um valor

na mesma ordem de grandeza que a função recompensa entre o agente e a posição final pretendida.

Deste modo temos a seguinte função:

R(t) =
1

200∗ (e−70(Dobst(t)−0,55)+1)

Em que, R é a recompensa, D_obst a distância para o obstáculo e t é o timestep

Figure 5.8: Função sigmoide

Como podemos ver pelo gráfico 5.8 o agente recebe uma recompensa de 0,005 se tiver afastado

do obstáculo. Essa recompensa diminui se o agente se aproximar a acaba por atingir o valor de

zero quando a distância para ao obstáculo é de 0,4575 deste modo evitando o agente colidir com

o obstáculo.

A recompensa final será igual à soma entre as duas recompensas sendo ela a seguinte:

se D(t−1)−D(t)> 0 :

R(t) =
20

syncs
∗ [D(t−1)−D(t)]2 +

1
200∗ (e−70(Dobst(t)−0,55)+1)
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5.3.1.5 Resultados

Sendo o problema mais simples envolvendo um obstáculo em que o robô só teria que aprender

a andar em frente e desviar-se do obstáculo até atingir a posição final desejada é esperado que a

percentagem de sucesso seja alta. Inicialmente foi usado um limite na velocidade Vx de 0,5 m/s

com um tempo de reação de 0,1 segundos que correspondem a 5 syncs.

Intervalo vX Intervalo vTheta Nº Syncs Nº Ep. Nº sucesso Nº Cai

[0:0,5] [-1:1] 5 100 90 1
Table 5.7: Resultados de treino com obstáculo

Como podemos observar na tabela 5.7 a percentagem de sucesso ronda os 90%, seriam bons

resultados, mas o comportamento descrito pelo agente não é o pretendido, pois o robô após evitar

o obstáculo não se dirige ao encontro da posição final pretendida e apenas ficava a andar à volta

dessa posição ate que eventualmente a atingia tendo por isso a percentagem de sucesso de 90%.

O motivo de tal comportamento é a função da recompensa em relação ao obstáculo ter valores tão

ou maiores que a recompensa em relação à posição final pretendida. Por este motivo foi altera

da função recompensa em relação ao obstáculo e usada uma nova função sigmoide, sendo ela a

seguinte:

R(t) =
1

1000∗ (e−70(Dobst(t)−0,55)+1)

Figure 5.9: Função sigmoide corrigida
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Como podemos ver na imagem 5.9 a única alteração é o valor para que tende a função, tendo

ele diminuído de 0,005 para 0,001.

Com esta mudança os resultados melhoraram como podemos ver na tabela 5.8 e o comporta-

mento do agente é o pretendido. Por diminui-se o tempo de reação para 0,02 segundos(1 sync) e

aumentou-se a velocidade máxima para 0,7m/s

Intervalo vX Intervalo vTheta Nº Syncs Nº Ep. Nº sucesso Nº Cai

[0:0,5] [-1:1] 5 100 98 0

[0:0,7] [-1:1] 1 100 98 1
Table 5.8: Resultados de treino com obstáculo, recompensa corrigida e aumento da velocidade

Figure 5.10: Exemplo do percurso do robô após treino com obstáculo na experiência 4

5.3.2 Experiência 5

Nesta experiência com obstáculo, a posição e a orientação inicial do robô irá variar.

5.3.2.1 Action Space

O action space é o mesmo que nas experiências anteriores.

• Vx velocidade do agente segundo o eixo das abcissas

• Vtheta velocidade angular do agente

5.3.2.2 Observation Space

No caso do observation space será o mesmo que na experiência 4 que também envolve um ob-

stáculo.

• Vx antigo — valor da velocidade Vx anterior

• Vtheta antigo — valor da velocidade Vtheta anterior
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• Dist — distância para o target final

• Ori — Orientação relativa do agente ao target final

• Dist_obst — distância para o obstáculo

• Ori_obst — Orientação relativa do agente ao obstáculo

5.3.2.3 Episódio

Neste problema a posição final pretendida será novamente nas coordenadas (0,0) e o agente irá

aparecer aleatoriamente à volta do target a uma distância que varia entre 3 metros e 5 metros, na

figura 5.3 podemos constatar a área onde o robô pode ter posição inicial, sendo ela delimitada

pelas duas linhas azuis claras. A orientação inicial do agente em relação à posição final pretendida

será aleatória. O obstáculo ira estar sempre no ponto médio entre a posição inicial do agente e a

posição final pretendida, tendo este um raio de 0,4 metros.

Figure 5.11: Situação inicial do episódio da experiência 5, posição inicial do agente variável e
com obstáculo

As condições para o episódio acabar são as seguintes:

• A posição do agente não sair fora da área delimitada pela linha vermelha que pode ser vista

na figura 5.3. Isto é, a distância do robô à posição final pretendida não poderá ser maior que

6 metros.

• O valor da coordenada z da cabeça do agente não ser menor que 0,25 metros. Pois, a partir

deste valor o agente cai.
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• A distância entre o robô e a posição final ser menor que 0,25 metros

• Duração do episódio ser menor que 3000 timesteps

• A distância entre o robô e a obstáculo ser menor que 0,4 metros

5.3.2.4 Recompensa

A recompensa é igual à experiência anterior após a verificação de resultados muito positivos.

Portanto, é a soma entre a recompensa relativa ao agente e a posição final e a recompensa, já

melhorada na última experiência, relativa ao agente e ao obstáculo.

se D(t−1)−D(t)> 0 :

R(t) =
20

syncs
∗ [D(t−1)−D(t)]2 +

1
1000∗ (e−70(Dobst(t)−0,55)+1)

Em que, R é a recompensa, D a distância até à posição final pretendida e t o timestep e D_obst

é a distância do agente ao obstáculo.

5.3.2.5 Resultados

Sendo uma versão mais complexa da experiência anterior e envolvendo um obstáculo foi inicial-

mente usado um limite na velocidade Vx de 0,5 m/s com um tempo de reação de 0,1 segundos que

correspondem a 5 syncs. Depois foi diminuído o tempo de reação e por fim aumentada o limite de

velocidade máxima para 0,7m/s, como podemos ver na tabela 5.9

Intervalo vX Intervalo vTheta Nº Syncs Nº Ep. Nº sucesso Nº Cai

[0:0,5] [-1:1] 5 100 98 0

[0:0,5] [-1:1] 1 100 94 0

[0:0,7] [-1:1] 1 100 82 7
Table 5.9: Resultados de treino com obstáculo, posição e orientação inicial do agente aleatórias
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Figure 5.12: Exemplo do percurso do robô após treino na experiência 5 com obstáculo e posição
inicial variável

5.3.3 Experiência 6

Nesta experiência o agente aprende a desviar-se de um obstáculo será dinâmico.

5.3.3.1 Action Space

O action space é o mesmo que nas últimas experiências sendo ele o seguinte.

• Vx velocidade do agente segundo o eixo das abcissas

• Vtheta velocidade angular do agente

5.3.3.2 Observation Space

No caso do observation space será o mesmo que nas experiências 4 e 5 que também envolvem um

obstáculo.

• Vx antigo — valor da velocidade Vx anterior

• Vtheta antigo — valor da velocidade Vtheta anterior

• Dist — distância para o target final

• Ori — Orientação relativa do agente ao target final

• Dist_obst — distância para o obstáculo

• Ori_obst — Orientação relativa do agente ao obstáculo
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5.3.3.3 Episódio

Sendo esta a primeira experiência com um obstáculo o episódio dinâmico será o mais simples

possível devido ao tempo que dos treinos. Assim como na experiência 4 o agente começa na

posição inicial (-5, 0), o target final na posição (0,0) e o obstáculo, com um raio de 0,4 metros,

é posicionado a meio entre a posição inicial do agente o target final como pode ver na imagem

seguinte. A diferença para a experiência 4 é que o obstáculo irá se mover em direção a posição

final pretendida pelo agente com uma velocidade de 0,1 m/s.

Figure 5.13: Situação inicial do episódio 6 com obstáculo dinâmico

As condições para o episódio acabar são as seguintes:

• A posição do agente não sair fora da área que pode ser vista na figura 5.1. Isto é, o valor

da coordenada x da posição do agente não ser menor que -6 e maior que 1 e o valor da

coordenada y não ser menor que -2 e maior que 2.

• O valor da coordenada z da cabeça do agente não ser menor que 0,25 metros, pois a partir

deste valor o agente cai.

• A distância entre o robô e a posição final ser menor que 0,25 metros

• Duração do episódio ser menor que 3000 timesteps

• A distância entre o robô e a obstáculo ser menor que 0,4 metros

5.3.3.4 Recompensa

A recompensa é igual à experiência 5. Portanto, é a soma entre a recompensa relativa ao agente

e a posição final e a recompensa, já melhorada na última experiência, relativa ao agente e ao

obstáculo.

se D(t−1)−D(t)> 0 :
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R(t) =
20

syncs
∗ [D(t−1)−D(t)]2 +

1
1000∗ (e−70(Dobst(t)−0,55)+1)

Em que, R é a recompensa, D a distância até à posição final pretendida e t o timestep e D_obst

é a distância do agente ao obstáculo.

5.3.3.5 Resultados

Sendo uma versão mais complexa da experiência anterior e envolvendo um obstáculo dinâmico

e com uma velocidade constante de 0,1 m/s foi inicialmente usado um limite na velocidade Vx

de 0,5 m/s com um tempo de reação de 0,1 segundos que correspondem a 5 syncs. Depois foi

aumentado a velocidade para 0,7m/s e por fim diminuído o tempo de reação para 0,02 segundos.

Intervalo vX Intervalo vTheta Nº Syncs Nº Ep. Nº sucesso Nº Cai

[0:0,5] [-1:1] 5 100 99 0

[0:0,7] [-1:1] 5 100 98 1

[0:0,7] [-1:1] 1 100 96 2
Table 5.10: Resultados de treino com obstáculo com velocidade constante de 0,1m/s

Figure 5.14: Exemplo do percurso do robô após treino na experiência 6 com obstáculo dinâmico

5.3.4 Experiência 7

Experiência com obstáculo dinâmico, a posição e a orientação inicial do robô irá variar.

5.3.4.1 Action Space

O action space é o mesmo que nas experiências anteriores.

• Vx velocidade do agente segundo o eixo das abcissas

• Vtheta velocidade angular do agente
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5.3.4.2 Observation Space

No caso do observation space será o mesmo que na experiência com obstáculo.

• Vx antigo — valor da velocidade Vx anterior

• Vtheta antigo — valor da velocidade Vtheta anterior

• Dist — distância para o target final

• Ori — Orientação relativa do agente ao target final

• Dist_obst — distância para o obstáculo

• Ori_obst — Orientação relativa do agente ao obstáculo

5.3.4.3 Episódio

O episódio será igual à experiência 5 com posição inicial e orientação inicial do agente em relação

à posição final pretendida aleatória. O obstáculo começa sempre no ponto médio entre a posição

inicial do agente e a posição final pretendida, tendo este um raio de 0,4 metros, após o início do

episódio o obstáculo irá mover-se em direção à posição final pretendida pelo agente com uma

velocidade constante de 0,1m/s

Figure 5.15: Situação inicial do episódio da experiência 7, posição inicial do agente variável e
com obstáculo dinâmico

As condições para o episódio acabar são as seguintes:
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• A posição do agente não sair da área delimitada pela linha vermelha que pode ser observada

na figura 5.3. Isto é, a distância do robô à posição final pretendida não poderá ser maior que

6 metros.

• O valor da coordenada z da cabeça do agente não ser menor que 0,25 metros. Pois, a partir

deste valor o agente cai.

• A distância entre o robô e a posição final ser menor que 0,25 metros

• Duração do episódio ser menor que 3000 timesteps

• A distância entre o robô e a obstáculo ser menor que 0,4 metros

5.3.4.4 Recompensa

A recompensa é igual às experiências 5 e 6. Portanto, é a soma entre a recompensa relativa ao

agente e a posição final e a recompensa, já melhorada na última experiência, relativa ao agente e

ao obstáculo.

se D(t−1)−D(t)> 0 :

R(t) =
20

syncs
∗ [D(t−1)−D(t)]2 +

1
1000∗ (e−70(Dobst(t)−0,55)+1)

Em que, R é a recompensa, D a distância até à posição final pretendida e t o timestep e D_obst

é a distância do agente ao obstáculo.

5.3.4.5 Resultados

Mais uma vez a abordagem passa por começar com um tempo de reação de 0,1 segundos (5 syncs)

e a velocidade Vx limitada e 0,5 m/s. Após a verificação dos resultados é diminuído o tempo de

reação e por fim aumentada a velocidade máxima para 0,7m/s, foram obtidos resultados que estão

de acordo com os das experiências anteriores como pode ser visto na tabela seguinte.

Intervalo vX Intervalo vTheta Nº Syncs Nº Ep. Nº sucesso Nº Cai

[0:0,5] [-1:1] 5 100 98 0

[0:0,5] [-1:1] 1 100 95 0

[0:0,7] [-1:1] 1 100 80 15
Table 5.11: Resultados de treino com obstáculo dinâmico, posição e orientação inicial do agente
aleatórias
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Figure 5.16: Exemplo do percurso do robô após treino na experiência 7, com obstáculo dinâmico
e posição inicial aleatória

5.4 Conclusão

Este capitulo é sobre a parte prática da dissertação em que se focou em criar um plano de caminho

para o agente com e sem obstáculo durante o percurso do mesmo. Deste modo o problema foi di-

vidido em dois, o primeiro sem obstáculo e o segundo com, sendo que a segunda parte também foi

dividida em duas, sendo a primeira com obstáculo estático e a segunda com obstáculo dinâmico.

Tendo isto em conta é descrito como foi resolvido esses mesmo problemas desde da escolha do

action space, à construção do episódio, à formulação da recompensa e por fim são comparados os

resultados.
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Chapter 6

Conclusões e Trabalho Futuro

6.1 Conclusões

Inicialmente no primeiro capítulo é feita uma introdução geral a este documento o enquadramento

desta dissertação bem como os objetivos e a motivação para a realização do mesmo. Uma das

partes mais importante é o grande objetivo que a comunidade da RoboCup tem para o futuro.

Este objetivo é ganhar à seleção campeã do mundial a meio do presente século. transmitindo uma

esperança enorme pelo futuro da robótica.

O segundo capítulo cobre o estado de arte relacionado com reinforcement learning podendo

verificar que ainda é um tema bastante recente e com muita margem para se desenvolver e melhorar

sendo uma boa aposta para o futuro da robótica.

O ambiente da RoboCup usado nesta dissertação é descrito no capítulo três começando o

simulador SimsSparK, o visualizador 3D Roboviz e por fiz a descrição do robô humanoide usado

que é o robô NAO. No fim deste capítulo é abordado algum do papel do reinforcement learning na

RoboCup focando-se principalmente do trabalho desenvolvido pela equipa FCPortugal, com esta

descrição é percetível a importância do RL na equipa visto ter conseguido o desenvolvimento de

comportamentos de andar e correr muito interessantes em relação às restantes equipas da Robocup.

No quarto capítulo é explicado as ferramentas de treino usadas durante a parte pratica sendo

elas o FCPgym desenvolvido pela equipa FCPortugal tendo como base o Open AI Gym, a outra fer-

ramenta descrita é o Stable Baselines que em conjunto com o FCPgym é usado para treinar usando

algoritmos de RL. A ferramenta criada pela equipa facilita o trabalho para o desenvolvimento de

novos comportamentos sendo por isso uma enorme ajuda para a equipa e para o desenvolvimento

desta dissertação.

O capítulo 5 é sobre a parte prática da dissertação e a resolução do problema de planeamento

de caminho. O problema foi dividido em dois sub-problemas sendo um deles sem obstáculos

durante o percurso e o outro com, o segundo problema também foi dividido em duas partes sendo

que na primeira é usado um obstáculo estático e na segunda um obstáculo dinâmico. No fim

foram comparados os resultados. é possível verificar que as percentagens de sucesso são altas e o

comportamento final do robô é o pretendido.
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Os resultados desta dissertação podem ser considerados interessantes, mas ainda e estão pron-

tos para serem usados durante uma partida da competição Robocup.

6.2 Trabalho Futuro

Em relação ao tema desta dissertação há várias coisas que pode ser feitas e melhoradas, pois apenas

um algoritmo foi usado e os ambientes de treino podem ser mais complexos e com mais desafios

para o agente ultrapassar. Com isto em mente sugiro algumas ideais para trabalhos futuros:

• A primeira sugestão é a mais óbvia que seria tentar usar outros algoritmos para haver mais

resultados para comparar e tentar atingir resultados melhores do que aqueles que foram

obtidos durante esta dissertação.

• Os ambientes usados apenas incluem um obstáculo seja ele estático ou dinâmico nas seria

bom testar em outros ambientes em que houvessem mais obstáculos, alguns destes obstácu-

los sejam dinâmicos, pois durante um jogo um robô adversário é considerado um obstáculo

e eles normalmente estão em movimento e são mais que um.

• Foi apenas usado o comportamento de andar desenvolvido pela equipa FCPortugal, seria

interessante poder usar outros comportamentos como o correr, pois, apesar do agente atingir

velocidades muito maiores terá maior dificuldade em virar e mudar de trajetória.
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