
IX Simposio de Teoŕıa y Aplicaciones de la Mineŕıa de Datos
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Abstract—El clustering es una de las técnicas más utilizadas en
minería de datos. Tiene como objetivo principal agrupar datos
en clusters de manera que los objetos que pertenecen al mismo
clúster sean más similares que los que pertenecen a diferentes
clusters. La validación de un clustering es una tarea que se realiza
aplicando los llamados índices de validación. Estos índices miden
la calidad de la solución del clustering y se podrían clasificar
como índices internos, los cuales calculan la calidad del clustering
en función de los propios clusters; e índices externos, que miden la
calidad mediante información externa de los datos, como puede
ser la clase. Los índices externos que nos encontramos en la
literatura están sujetos a una interpretación que puede dar lugar
a error, por ello, el objetivo de este artículo es presentar un nuevo
índice de validación externa basado en el test estadístico de chi
cuadrado que mide la calidad del clustering de forma exacta,
sin necesidad de tener que ser interpretado. Se ha realizado una
experimentación usando 6 datasets que podrían ser considerados
big data y los resultados obtenidos son prometedores ya que
mejoran la tasa de aciertos y porcentaje de error respecto a los
índices de la literatura.

Index Terms—Análisis de clustering, validación de clustering,
índices de validación externa, Big Data

I. INTRODUCCIÓN

El clustering es una técnica de minería de datos que agrupa
datos no supervisados en clusters de manera que las instancias
que pertenecen al mismo clúster son similares. El clustering
se ha usado en diferentes áreas de conocimiento como las
ciencias sociales [1], la biología [2], la electricidad [3] o la
agricultura [4].

Existen numerosos métodos de clustering en la literatura, y
por lo general, cada uno genera una solución de clustering
diferente. En algunos casos, se pueden obtener diferentes
soluciones con el mismo método con tan solo cambiar alguno
de parámetros de entrada. Una de las principales tareas del
clustering es el análisis y evaluación de las distintas solu-
ciones. Para medir la calidad de la solución de clustering,
existen los llamados índices de validación de clustering (CVI).

Los CVI se podrían dividir en dos categorías: índices
internos e índices externos. Los índices internos miden la
calidad de la solución en función de la distribución de las
instancias por los clusters, es decir, evalúan la separación que
existe entre los clusters y la compacidad que hay entre las
instancias que pertenecen al mismo clúster. Este tipo de índice
es el único que se puede aplicar cuando el dataset no aporta
ningún dato adicional. Por otra parte, los índices externos son
aquellos que evalúan los clusters en función de algún atributo

externo como puede ser la clase. Los índices de este tipo
comparan el resultado del clustering con el de una solución
global denominada ground truth. De esta forma los índices
saben a priori la solución óptima así como el número óptimo
de clusters del dataset ya que el ground truth contiene esta
información. Por lo general, los índices de la literatura indican
la solución óptima a través de una representación gráfica, y
los resultados podrían ser interpretados de manera imprecisa.
Los CVI se han usado en [5]–[8]. En este trabajo vamos a
centrarnos en los índices de validación externos.

El objetivo de este artículo es presentar un nuevo CVI de
clustering externo basado en el test estadístico de chi cuadrado
cuyo resultado no necesite ser interpretado. La efectividad
de este nuevo índice se ha comparado con 3 índices de la
literatura en 6 datasets que podrían ser consideradas big data.
La implementación del índice se ha realizado haciendo uso
de las librerías MLlib de Spark [9] por lo que el índice
estaría preparado para ejecutarse con datasets que podrían
considerarse big data.

Este artículo se organiza de la siguiente forma: Sección II
trata la literatura sobre los índices externos de validación. En
la Sección III se introduce el nuevo índice propuesto en este
trabajo. Sección IV presenta los experimentos, la metodología
y los resultados obtenidos. Y por último, las conclusiones y
trabajos futuros en la Sección V.

II. TRABAJOS RELACIONADOS

Los índices externos evalúan los resultados de un clustering
comparándolo con el ground truth. Los índices externos se
podrían clasificar dependiendo del criterio de comparación
del clustering con el ground truth [10]. Los índices podrían
clasificarse en: set matching, pair-counting y information

theory.

• Set matching es la categoría que establece que la etiqueta
de cada instancia se corresponde con un clúster. Alguno
de los índices de la literatura son purity [11], F-measure

[12] y Goodman-Kruskal [13].
• Los índices pair-counting se basan en la comparación

entre el número de instancias con la misma etiqueta y el
resultado del clúster. Esta categoría incluye índices como:
rand index [14], adjusted rand index [15], Jaccard [16],
Fowlkes-Mallows [17], Hubert Statistic [18] y Minkowski

score [19].
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• Los índices basados en information theory como la
entropy [11], variation of information [20] and mutual

information [21] también se han aplicado en la literatura.

En los últimos años se han publicado en la literatura
numerosos estudios que proponen nuevos índices externos para
la validación de clusters. En [7] encontramos un nuevo índice
pair-counting basado en un enfoque probabilístico intuitivo,
que se utiliza para comparar soluciones que pueden tener
un cierto grado de solape. Este índice fue probado usando
4 datasets artificiales con 6 clases y 4 datasets reales del
repositorio UCI [22].

También se presentó un nuevo CVI en [23], pero en este
caso, el índice se basa en la distancia Max-Min usando lo
que denominan información previa. Este índice externo podría
clasificarse en la categoría de Set matching. El rendimiento se
comparó con índices de tipo Set matching y Counting pairs

utilizando 6 datasets artificiales y 2 datasets reales también del
repositorio UCI.

Los autores del trabajo presentado en [24] propusieron
un nuevo índice basado en un conjunto de clasificadores
supervisados. Podemos clasificar este índice como índice pair-

counting. Para los experimentos se utilizaron 50 datasets reales
del repositorio de la UCI y los resultados se compararon con
algunos índices internos.

En [25] se presentó un nuevo CVI pair-counting para
comparaciones analíticas. Aplica una corrección por azar y
normaliza para cada grupo por separado. Los experimentos
se llevaron a cabo con datasets artificiales con 3 clases y
6000 instancias cada una. Este nuevo índice obtuvo mejores
resultados que otros CVI externos, tales como purity, adjusted

rand index o mutual information.
Otros autores sugirieron en [26] un nuevo CVI de con-

cordancia de texto basado en una concepción del grado de
libertad que mide el intervalo de decisión entre dos clases.
Este índice mide la calidad del clustering comparándolo con
índices internos y externos. Se utilizaron 14 datasets reales
para probar el rendimiento del índice.

La mayoría de estos CVI se comprueban comparando los
resultados de los clusters con algunos de los CVI de la lite-
ratura y utilizando datasets sintéticos. Sin embargo, ninguno
de estos índices ha sido probado en entornos paralelos y
distribuidos utilizando grandes datasets. Este trabajo pretende
proporcionar un CVI que permita trabajar con datasets que
podrían considerarse big data y basado el test estadístico de
chi cuadrado.

A. Chi cuadrado

El test estadístico de chi cuadrado es un método que mide la
diferencia entre los valores esperados y los valores observados
en una distribución entre dos variables [27]. La siguiente
ecuación se utiliza para verificar esta correlación:

χ2 =

r∑

i

c∑

j

(nij − Eij)
2

Eij

(1)

donde r es el número de filas, c es el número de columnas,
nij es el valor observado y Eij es el valor esperado. Eij viene
dado por

Eij =
nij

n
(2)

donde n es el número total de instancias. De manera que el
valor de χ2 estará más cerca de cero cuanto más se asemeje
el valor observado al valor esperado.

III. ÍNDICE DE VALIDACIÓN DE CLUSTERING EXTERNO

BASADO EN CHI CUADRADO

Supongamos una distribución de 12 instancias y 3 clases tal
y como muestra la Figura 1, en la que cada punto representa
una instancia y su color define la clase a la que pertenece.

Fig. 1: Representación de un dataset con 12 instancias y 3
clases donde los puntos representan a las instancias y los
colores a las clases a las que pertenecen.

Antes de aplicar un método de clustering a este dataset
tenemos que decidir el número de clusters (k) en el que
lo vamos a dividir. Nuestro objetivo es encontrar el número
óptimo de clusters de manera que las instancias que pertenecen
a la misma clase queden agrupadas en los mismos clusters,
y que los clusters tengan mayoritariamente instancias de una
sola clase. La Figura 2 muestra las soluciones de clustering
con k = 2 hasta k = 5, donde k es el número de clusters.

(a) Solución para k = 2. (b) Solución para k = 3.

(c) Solución para k = 4. (d) Solución para k = 5.

Fig. 2: Resultados de clustering para k = 2 hasta k = 5.

Para medir objetivamente la calidad de cada solución de
clustering necesitaríamos un índice de validación externo. El
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denominado chi index mide la calidad del clustering basandose
en el test estadístico de chi cuadrado. Chi index aplica el
test estadístico a la tabla de contingencia generada por la
solución de clustering. Una tabla de contingencia muestra
la distribución de frecuencias de las instancias, teniendo en
cuenta las clases, en forma de matriz.

Siguiendo el ejemplo de la Figura 1, la Tabla I presenta la
tabla de contingencia para de la solución de clustering para
k = 2. Aquí podemos ver que el clúster 1 tiene 3 instancias
de la clase azul y 2 instancias verdes, mientras que el clúster
2 tiene 4 instancias rojas y 3 verdes. Esta tabla puede ser
analizada desde dos puntos de vista diferentes, teniendo en
cuenta que queremos que cada clúster tenga instancias de la
misma clase y que las instancias de una misma clase queden
agrupadas en mismos clusters:

• Si la analizamos por filas, podemos decir que el clúster
1 está compuesto solo por instancias azules y verdes, sin
instancias rojas. Y el clúster 2 está formado por instancias
rojas y verdes.

• Si analizamos la tabla por columnas, podemos concluir
que las instancias azules están sólo en el clúster 1, las
instancias rojas están sólo en el clúster 2, y las verdes
están repartidas en ambos clusters.

TABLE I: Tabla de contingencia para la solución de clustering
con k = 2.

Clúster Azul Rojo Verde Total

1 3 0 2 5
2 0 4 3 7

Total 3 4 5 12

Estas lecturas se representan en las Tablas II y IIb, que
son las tablas de contingencia expresadas con las frecuencias
relativas al total de filas (Tabla IIa) y de columnas (Tabla IIb).

TABLE II: Tablas de contingencia relativas para k = 2.

(a) Frecuencias relativas al total de cada fila.

Clúster Azul Rojo Verde Total

1 60% 0% 40% 100%
2 0% 57% 43% 100%

(b) Frecuencias relativas al total de cada columna.

Clúster Azul Rojo Verde

1 100% 0% 40%
2 0% 100% 60%

Total 100% 100% 100%

El siguiente paso sería obtener el valor de chi cuadrado
para estas tablas, y realizar el mismo procedimiento en cada
iteración.

En este ejemplo de juguete, hemos calculado el índice de chi
para las soluciones de clustering desde k = 2 hasta k = 6. El
objetivo es maximizar los valores del índice de chi en ambas
tablas y minimizar la diferencia entre ellas. De esta manera, el

resultado del índice de chi intentará que los valores observados
y esperados sean lo más diferentes posible. Esto obligará a
mantener la solución con el porcentaje más alto de clases en
cada grupo.

Fig. 3: Chi index result for k = 2 to 6.

La figura 3 muestra los resultados de nuestro ejemplo de
juguete desde k = 2 hasta k = 6. Como se puede ver, en
k = 3 las curvas alcanzaron un máximo, y también ambas
curvas tienen el mismo valor. Por lo tanto, la mejor solución de
clustering para este conjunto de datos es k = 3. Cabe destacar
que este índice señala la solución cuando ambas curvas están
en la distancia mínima o cruzadas. La interpretación de la
solución es bastante simple porque sólo hay que mirar donde
se cruzan ambas curvas.

Las tablas III muestran las tablas de contingencia relativas
para la solución k = 3. Como se puede observar, cada clúster
solo tiene instancias de una misma clase (Tabla IIIa), y cada
clase está distribuida en un mismo clúster (Tabla IIIb).

TABLE III: Tablas de contingencia relativas para la solución
de clustering k = 3.

(a) Frecuencias relativas al total de cada fila.

Clúster Azul Rojo Verde Total

1 100% 0% 0% 100%
2 0% 0% 100% 100%
3 0% 100% 0% 100%

(b) Frecuencias relativas al total de cada columna.

Clúster Azul Rojo Verde

1 100% 0% 0%
2 0% 0% 100%
3 0% 100% 0%

Total 100% 100% 100%

Por lo tanto, chi index podría definirse como:

chi index = min(χ2

fila − χ2

columna) (3)
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, donde

χ2

fila =

r∑

i

c∑

j

(
nij

ni·
−

nij

n
)

nij

n

(4)

χ2

columna =

r∑

i

c∑

j

(
nij

n
·j
−

nij

n
)

nij

n

(5)

IV. RESULTADOS

Esta sección describe los experimentos llevados a cabo para
testear el CVI propuesto. Para realizar la comparativa se han
usado 6 datasets públicos que podrían considerarse big data y
se han comparado los resultados con 3 CVI de la literatura.
Esta sección se compone de la Sección IV-A donde se detallan
los datasets que se han utilizado en los experimentos. La
Sección IV-B presenta el diseño de los experimentos seguidos.
La Sección IV-D muestra los resultados de los experimentos
realizados. La sección IV-D1 incluye un análisis estadístico
para probar la efectividad de nuestro índice propuesto para
los conjuntos de datos públicos. Finalmente, se incluye una
discusión sobre los resultados en la Sección IV-D2.

A. Datasets

La tabla IV muestra los datasets utilizados para los experi-
mentos. La tabla muestra las siguientes características: el nom-
bre del dataset, el número de clases que va a ser usado como
el número óptimo de clusters, el número de características y el
número de instancias. Todos estos conjuntos de datos fueron
descargados del repositorio de machine learning de UCI [22].
Todos los datasets incluyen la etiqueta de la clase, pero ésta
no se ha utilizado para el proceso de clustering, solo se ha
usado en la etapa de análisis.

TABLE IV: Descripción de los datasets.

Datasets Clases Atributos Instancias

airlines 2 7 539,383
convtype 7 54 581,012
higgs 2 28 11,000,000
kddcup99 2 41 494,020
poker 10 10 829,202
susy 2 12 5,000,000

B. Diseño de experimentos

Para generar las soluciones de clustering, se han aplicado 3
métodos de clustering de Spark incluidos en la librería MLlib
[9]: k-means, bisecting k-means y Gaussian mixture.

Estos métodos de clustering necesitan el número de clusters
(k) en los que se va a particionar el dataset. Los experimentos
se han realizado tomando los valores de k en el intervalo
[Dk−10, Dk+10] donde Dk es el número correcto de clusters
del dataset siendo k > 1. Cada dataset se ha ejecutado con
cada uno de estos 3 métodos de clustering con los que se
han obtenido un total de 360 soluciones de clustering para
probar los CVI. La comparativa se ha realizado entre 3 CVI
de la literatura descritos en la Sección II y nuestro chi index

propuesto.

C. Efectividad del CVI

La efectividad se mide en función de la cercanía a una
solución ya dada (ground-truth) y realizar una comparativa de
los resultados. El primer paso consiste en aplicar el algoritmo
de clustering al dataset y obtener las múltiples soluciones.
En el segundo paso se evalúan las soluciones de clustering
aplicando los CVI. En el tercer y último paso se comparan los
resultados del CVI y se selecciona el que mejor puntuación
haya obtenido siguiendo.

Para hacer una comparativa entre los diferentes CVI se van
a tener en cuenta los siguientes valores:

• Media de aciertos: este valor viene dado por la media de
veces que el índice acierta el número óptimo de clusters
por el total de datasets.

• Error medio al cuadrado: se calcula como la media de las
distancias entre la predicción del índice Ii y el número
correcto ni por el total de datasets:

Error =

∑

i∈n

d(Ii, ni)
2

n
(6)

, donde n es el número total de datasets.

1) Test estadísticos: Por último, se ha aplicado un marco
estadístico para probar el rendimiento de los CVI. Se ha selec-
cionado el test no paramétrico de Quade y el procedimiento
post-hoc de Holm para validar estadísticamente las diferen-
cias en los rangos medios de los p-values correspondientes
alcanzados. Este análisis estadístico se realizó utilizando la
plataforma de código abierto StatService [28].

El test de Quade es una prueba estadística no paramétrica
que evalúa las diferencias entre más de dos muestras estable-
ciendo un ranking entre ellas. En nuestro caso, las muestras
que vamos a evaluar son los CVI que vamos a comparar.
Cuanto menor sea el p-value, mayor es la confianza de que
un CVI funciona correctamente y, por lo tanto, se obtiene una
mejor clasificación en el test de Quade.

Después de comprobar que los rankings medios son signi-
ficativamente diferentes con un valor α = 0, 05, y siempre que
el test de Quade rechace la hipótesis nula, se realizará el test
post-hoc de Holm para evaluar el rendimiento relativo de las
CVI estudiadas frente a un índice de control, en nuestro caso,
tomaremos el que obtenga mejor puntuación en el ranking de
Quade.

D. Resultados de los experimentos

Esta sección presenta los resultados realizados. La figura
4a muestra la media de aciertos para cada CVI en orden
ascendente. Chi index ha alcanzado el valor más alto de
aciertos (39%) con una diferencia significativa frente a sus
competidores. Los índices de la literatura obtuvieron tasas
similares de aciertos, que oscilaron entre el 28% en el caso
de F-Measure y el 22% en el caso de Mutual Information.

Por otro lado, la Figura 4b presenta el error medio al
cuadrado de cada CVI. Cabe señalar que chi index obtuvo
el porcentaje de error más bajo (6%) quedando en segunda
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(a) Media de aciertos para cada CVI.

(b) Error medio al cuadrado por CVI.

Fig. 4: Comparativa de resultados de los CVI.

posición F-Measure con casi el doble de puntos de error. Esto
significa que chi index acierta el número óptimo de clusters la
mayoría de las veces y en caso de error, el valor que indica
no se aleja la solución.

1) Análisis estadístico: La Tabla V muestra el ranking del
test de Quade para cada CVI. Como se muestra en el ranking,
chi index ha quedado en primera posición con una puntuación
de 1,807. El siguiente índice en el ranking fue F-Measure

con una puntuación de 2,152, a 0,3 puntos del primer puesto.
En última posición ha quedado Mutual Information con una
puntuación en el ranking de 3,464.

TABLE V: Ranking del test de Quade.

CVI Ranking

Chi index 1,807
F-Measure 2,152
Adjusted Rand Index 2,576
Mutual Information 3,464

El estadístico de Quade fue de 10,915, distribuida según
una distribución F con 3 y 51 grados de libertad. El valor p
de Quade fue 0,0 que fue inferior a 0.05. Por lo tanto, rechazó
la hipótesis nula de que todos ellos se comportaron de manera
similar con un nivel de significación de α = 0, 05.

Se ha realizado una prueba post-hoc por pares para verificar
que nuestra propuesta es significativamente diferente al resto.

TABLE VI: Análisis post-hoc usando el procedimiento de
Holm y tomando como índice de control a chi index.

CVI p z αHolm

Mutual Information 0,0058 2,760 0,0167
Adjusted Rand Index 0,2003 1,280 0,025
F-Measure 0,5530 0,574 0,050

La tabla VI muestra los p-values, el valor z y αHolm,
utilizando chi index como índice de control al ser el que
mejor ranking obtuvo. Como puede verse, la hipótesis nula fue
rechazada para todos los CVI. Por lo tanto, podemos concluir
que chi index generó los mejores resultados (ya que obtuvo
el mejor ranking) y fue estadísticamente diferente al resto de
CVI.

2) Discusión: Los resultados del análisis de los datasets
del repositorio de la UCI muestran que nuestro índice externo
mejora la tasa de aciertos en 11% (Figura 4a). Además, en
el caso de no poder alcanzar el número correcto de clusters,
nuestro índice obtuvo una tasa de 6 puntos menos que los
índices de la literatura (Figura 4b). Basado en la prueba
de Quade (Tabla V), nuestro índice propuesto mejora los
resultados en 2 puntos.

Es interesante resaltar que chi index indica la solución de
clustering óptima de manera directa y concisa. A diferencia de
los CVI de la literatura que necesitan ser interpretados sigu-
iendo el método del codo y localizando máximos o mínimos
locales, chi index indica la solución de clustering óptimo de
manera directa y concisa como vimos en la Sección III.

V. CONCLUSIONES

En este trabajo, se ha propuesto un nuevo índice de vali-
dación de clustering externo implementado en Spark para ser
aplicado en datasets sin importar su tamaño. Hemos mostrado
las diferencias entre nuestra propuesta y los índices de la
literatura. El índice propuesto se basa en el test estadístico
de chi cuadrado.

El estudio experimental indica que nuestro índice externo es
muy competitivo. Hemos probado su efectividad en datasets
públicos con un tamaño que podrían ser considerados big data
en los que varían el número de clusters, sus características y
el número de instancias. Los principales logros obtenidos son
los siguientes:

• Un CVI externo basado en el test estadístico de chi
cuadrado.

• Nuestro índice nos permitió estimar el número óptimo de
clusters basado en la clase del dataset.

• Los resultados de chi index son directos y no requieren
ser interpretados.

• El índice propuesto está listo para trabajar con conjuntos
de datos que pueden ser considerados big data.

• El software de esta contribución se puede encon-
trar como un paquete de Spark en http://spark-
packages.org/package/josemarialuna/externalValidity.
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• El código fuente del índice de chi y los otros índices de
la literatura se pueden encontrar en
https://github.com/josemarialuna/ExternalValidity

Actualmente estamos aplicando este chi index en el análisis
de datos de empleo y los resultados son prometedores. Chi

index también se está aplicando en datos eléctricos en colab-
oración con una compañía eléctrica española. Como trabajo
futuro, sería interesante ampliar la aplicación del índice en
bases de datos que tengan multiclase.
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