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RESUMEN

El tiempo que la población pasa sentada ha aumentado en las últimas décadas 
debido al incremento del uso del ordenador personal. Paralelamente, también han 
aumentado las dolencias musculoesqueléticas. Gran parte de estas son consecuencia 
directa de pasar largos periodos sentados en posturas estáticas. En este trabajo 
se ha desarrollado un sistema IoT de monitorización de la postura, consistente en 
un asiento equipado con 6 sensores de fuerza resistivos (FSR). La información de 
los sensores es clasificada por una red neuronal entrenada mediante técnicas de 
aprendizaje automático para diferenciar entre 7 posturas; 6 de ellas consideradas 
de mayor riesgo de causar dolencia. Se han recogido datos de 12 participantes y se 
han evaluado diferentes modelos de red neuronal en busca de la mayor efectividad 
de la red. El mejor modelo obtenido tiene una precisión media del 81% y consiste 
en dos capas ocultas de 128 neuronas cada una. Este resultado demuestra posible 
la distinción entre las posturas estudiadas con un uso mínimo de sensores, lo cual 
implica menor complejidad y coste que otros estudios similares. 

1. INTRODUCCIÓN

El aumento del uso del ordenador personal en las últimas décadas se relaciona con 
un incremento de las dolencias musculoesqueléticas causadas por pasar largos peri-
odos sentado (Wu, He, Li, Wang, & Wang, 2012). El creciente desarrollo del llamado 
aprendizaje automático ha motivado la aparición de sistemas de clasificación postur-
al que intentan dar solución a este problema, aunque la mayoría son de difícil imple-
mentación debido a su alto conste y complejidad. En este estudio se ha desarrollado 
un sistema de clasificación de bajo coste y se ha evaluado su eficiencia.
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2. MATERIALES Y MÉTODOS

En este apartado se describen el sistema hardware y software, así como la creación 
del set de datos usado y detalles de los modelos de red neuronal empleados.

2.1 Dispositivo Internet of Things (IoT)

Para realizar este estudio se ha diseñado y fabricado un dispositivo hardware com-
puesto de tres partes principales:

• Asiento sensor: consiste en 6 sensores resistivos de fuerza (FSR) cubiertos por 
un cojín. Los sensores van conectados a una placa electrónica de fabricación 
y diseño propios.

• Unidad de control: consta de una placa de desarrollo STM32 NUCLEO-F411RE 
a la que se han conectado las señales de la placa de sensores a su entrada 
del conversor analógico-digital y a la que se ha provisto de comunicación 
bluetooth. Recibe las señales de los sensores y envía las lecturas de forma 
inalámbrica a la aplicación.

• Aplicación software: dispone de interfaz gráfica que informa al usuario de su 
postura y muestra los valores de presión en el asiento en forma de mapa de 
calor.

2.2 Set de datos

Utilizando el dispositivo de medición, se han recogido los datos de los sensores para 
7 posturas diferentes (figura 1). Un total de 12 voluntarios participaron en la rec-
ogida de datos, 4 mujeres y 8 hombres de diversa estatura, peso y edad. Para cada 
usuario se registró cada postura en dos ocasiones mantenida 15 segundos a una 
frecuencia de 8Hz. 

Figura 1. Posturas clasificadas. Las dos últimas tienen variación izquierda-derecha.

Fuente: (Zemp et al., 2016).
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Todos estos datos recogidos fueron normalizados para su uso como entrada de la red 
neuronal que se describe en el siguiente apartado. El 85% de los datos se usó para 
entrenamiento y el restante 15% para evaluación.

2.3 Red Neuronal de clasificación

Para realizar la clasificación de las posturas en función de los sensores se crearon 
diversos modelos de red neuronal, variando su número de capas ocultas y neuronas. 
Para el diseño, entrenamiento y evaluación de las redes se han usado las herramien-
tas TensorFlow y Keras. La precisión de las redes se ha medido con la fórmula 1 
(Sokolova & Lapalme, 2009). 

Fórmula 1. Precisión de la red neuronal

3. RESULTADOS Y DISCUSIÓN

En la tabla 1 se recoge la precisión media de cada variación del modelo de red es-
tudiada. Se obtuvieron los mejores resultados con una configuración de 128 neuro-
nas y 2 capas ocultas, siendo la precisión media del 81%.

Tabla 1. Precisión media de las distintas redes evaluadas.

N.º de Capas 
Ocultas

N.º de neuronas

128 16 32 64 128 256 512

1 48.15% 70.69% 67.21% 74.03% 63.47% 73.14% 72.05%

2 63.26% 76.15% 65.29% 71.05% 81.00% 73.65% 74.68%

3 63.61% 69.07% 73.08% 75.74% 73.26% 73.44% 72.46%

4 63.29% 67.21% 68.13% 73.30% 74.97% 76.86% 79.10%

Fuente: elaboración propia.
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Figura 2. Matriz de confusión de la red neuronal seleccionada. 

Fuente: elaboración propia.

Para esta configuración, además, se muestran los resultados de clasificación de pos-
turas en la figura 2, que se corresponde con la matriz de confusión del modelo. Se 
observa que el modelo predice erróneamente casi la mitad de las muestras corre-
spondientes con la postura 1 como postura 3. 

Este problema se encuentra también en estudios similares que obtienen una pre-
cisión similar en su clasificación (Zemp et al., 2016), con la diferencia de que el 
número de sensores que se han usado en este trabajo es mucho menor y todos 
están localizados en el asiento en lugar de repartidos por toda la silla (menor com-
plejidad del sistema). 

4. CONCLUSIONES

Este estudio logra el objetivo de igualar o mejorar sistemas más complejos de clas-
ificación postural con un dispositivo de poco consumo y coste y un modelo de red 
neuronal de baja complejidad que es alcanza una precisión media del 81% de acier-
to. Hay además margen de mejora para corregir los problemas de clasificación pre-
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sentes ampliando el set de datos o recolocando los sensores en configuraciones que 
den mayor efectividad.
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