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A Mesterséges Intelligencia a Számı́tástudomány egyik tárgyköre, amely
intelligens, emberekhez hasonlóan gondolkodó és cselekvő gépek kutatásával
foglalkozik. Ezen belül a Gépi Tanulás [27, 30] ezt szemléltető példákból
való tanulással éri el, megbecsülve az ismeretlen, mögöttes algoritmust,
ami többféle módon is lehetséges, attól függően, hogy a példák mennyi
információt tartalmaznak. A legegyszerűbb eset a Felügyelt Tanulás [39],
ami emberek által összegyűjtött bemenet-célváltozó tanı́tó párokkal dolgozik,
és előbbiből az utóbbit próbálja megbecsülni. Bár az elmúlt években több
lenyűgöző Felügyelt Tanulással kapcsolatos eredmény született, ezek gyak-
ran rengeteg tanı́tó párt igényelnek a megfelelő működéshez, amit monoton,
költséges munka előálltani, és ily módon lehetőségeit behatárolja a humán
erőforrás. Ezért előtérbe kerültek olyan alternatı́vák, mint a Felügyeletlen
Tanulás [15, 16, 34, 40], ami pusztán a bemenetek ismeretét feltételezi: ezek-
re könnyebb szert tenni, hiszen nem igényelnek kézi párosı́tást. Az első
ránézésre céltalannak tűnő feladat számos lehetőséggel kecsegtet. Speciá-
lisan az Önfelügyelt Tanulás [37, 38] a bemenetekből automatikus módon
generál ál-bemeneteket és ál-célváltozókat egy előre lefixált mérési függvény
segı́tségével, majd ezekkel dolgozik a Felügyelt Tanulásbelihez hasonló
módon, kvázi végtelen sok párral. Az Önfelügyelt Tanulás kitüntetett
esetét képezik a Rekonstrukciós Feladatok: ezek direkt módon a bemenetet
használják ál-célváltozóként, azaz a feladat a bemenet visszanyerése, ennek
helyes megoldásához pedig magas és alacsony szintű változókat szükséges
kinyerni az adatokból. A Rekonstrukciós Feladatok tipikusan két kategóriába
sorolhatóak: Visszaállı́tási Feladatoknál [14, 31] az ál-bemenet valamilyen
mérés; mı́g a Tömörı́tési Feladatoknál [17, 35, 43] mindkét ál-változó mege-
gyezik a bemenettel, és veszteséges tömörı́tés történik. Szerencsére a kevés
példával rendelkező Felügyelt Tanulási feladatok jól kondicionálttá tehetőek
az Önfelügyelt Tanulással való közös megoldások kikényszerı́tésével. Ez
az úgynevezett Félig Felügyelt Tanulás [25, 57], ami külön vagy együttes
tanı́tással is véghezvihető (ezeket Átvitel Tanulásnak [44, 54] valamint Több-
feladatú Tanulásnak [22, 46] szokás nevezni).

A probléma tı́pusától függetlenül a Gépi Tanulási feladatok megoldása
egy optimális függvény (leképezés) megtalálását célozza egy adott függvény-
halmazon – az úgynevezett hipotézistéren [47] – belül, mely egy szintén
adott célfüggvényt minimalizál. A Felügyelt és Önfelügyelt esetekben
a célfüggvény a közelı́tés hibája: a tényleges és a becsült (ál-)célváltozó
közötti eltérés átlagos nagysága az adott tanı́tó példákra nézve. Azonban
ez önmagában kevés, mert túltanulás [23, 29] következhet be: az optimális
függvény kihasználhat olyan tulajdonságokat is, melyek csak az adott véges
tanı́tó halmazra igazak, de általában nem. Azaz a Gépi Tanulás célja az
általánosı́tás is: a hibának kicsinek kell lennie korábban nem látott teszt
példákra is. Ezt figyelembe véve, 2 fő hipotézistér tı́pus terjedt el, me-
lyek más-más esetekben, különféle szempontok szerint (értelmezhetőség,
tanı́thatóság és sebesség) előnyösek. Egyrészről a paraméter nélküli opti-
malizálási függvények [26] hipotézisterei egyetlen, ember által is interpre-
tálható költségfüggvény minimalizálásából állnak, ami ı́gy nem tanı́tható
és szükségszerűen előre megtervezett, továbbá lassú, iteratı́v megoldók
használatát igényli még teszt fázisban is. Természetesen ezek alultanulást
[36] visznek véghez, hiszen az adatoktól függetlenül jönnek létre, azon-
ban jól általánosı́tanak. Másrészről a Mesterséges Mély Neurális Hálózatok
[33, 41, 49] egyszerű, differenciálható, paraméteres leképezések összetett
függvényei, amelyek tanı́thatóak és könnyedén kiszámolhatóak, azonban
fekete dobozokként működnek. Ezek hipotézisterei gyakran egy konkrét
függvény összes lehetséges paraméter-beállı́tásait tartalmazzák, ez elég nagy
halmaz a túltanulás előidézéséhez, ami ellen ı́gy további trükkök szükségesek.
Újabban a két véglet ötvözetei is felbukkantak: egy előtanı́tott (Mély Prioros
Optimalizálás [24, 56]) vagy együttesen tanı́tott (Iterációkra Bontott Mély
Prioros Optimalizálás [28]) Mesterséges Mély Neurális Hálózat egy 2-tagú
optimalizálási függvény változók szerint szeparálható megoldójában egy
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ismeretlen tag proximális operátoraként [45] használható. Ezek az eljárások
mindkét végletből merı́tenek jó tulajdonságokat: értelmezhetőek, tanı́thatóak
és utóbbi kellően gyors is a valós idejű alkalmazásokhoz.

A Rekonstrukciós Feladatok széles köre és sok reménykeltő eredménye
ellenére a szakirodalomban akadnak hiányosságok, például a szekvenciális
adatok feldolgozásának tekintetében. Számos probléma és megoldás struk-
turálatlan vagy képi változókra korlátozódik, és nem taglalja ezek időbeli
általánosı́tásait, az idősorokat és a videókat. Továbbá a megoldások gyak-
ran egyetlen feladatra specializálódnak. Ezek kedvezőtlen ismérvek, mivel
az idő szerinti szekvenciális rendezés valamint a feladatok között fellépő
korrelációk kiaknázása jobb változók tanulásának lehetőségével kecsegtet.

Disszertációmban 5 tézispontot mutatok be az iménti problémák orvos-
lására: időben terjesztem ki ismert Rekonstrukciós Feladatok definı́cióit és
megoldásait, esetenként több feladatra együttesen. Kontribúcióim a fent
kifejtett hipotézistér-családok törzsfejlődését követik.

Elsőként két új, paraméter nélküli optimalizálási függvényt mutatok be
idősor adatok Zajtalanı́tási Feladataira, melyeknél a mérési függvény pusztán
zajt ad hozzá a bemenethez. Módszereim képesek arra, hogy bármiféle
tanulás nélkül pontosan detektáljanak olyan időpontokat, amelyek kiugróak
vagy trendet váltanak. Eljárásaim csoportritka, időbeli prior regularizációs
költségfüggvény tagokat használnak, ezáltal bizonyos minimumhelyeket
tüntetnek ki: az anomáliák és a váltási pontok definı́ció szerint időben
ritkák az idősorokon belül, ezt a tulajdonságot épı́tem be előzetes tudásként
az optimalizálási függvényekbe. A technikákat 2 Konvex Optimalizálási
[20] függvénnyel (konkrétabban, Regularizált Legkisebb Négyzeteken [32]
keresztül) fogalmazom meg, ı́gy több elméleti garanciával is rendelkeznek (pl.
egyértelmű globális minimumérték, erős dualitás és léteznek rájuk hatékony
megoldók).

1. Tézis Egy Regularizált Legkisebb Négyzetek optimalizálási
függvényt vezettem be idősor adatokra két új, időbeli, csoport-
ritka prior költségfüggvénnyel: egy szakaszonként polinomiális
és egy modell-alapú kiugrás detektáló priorral [2]. Az eljárás
a Csoport LASSO [55], a Fuzionált LASSO [52] és a Robusztus
Főkomponens Analı́zis [21] metódusokat kombinálja Konvex Op-
timalizáláson keresztül. Empirikus módon mutattam meg, hogy
a módszer magasabb F1 értékeket ér el két rivális algoritmus-
sal szemben egy robotkar kı́sérlet keretében, kiugró időpontok
detektálásában.

2. Tézis Egy másik Regularizált Legkisebb Négyzetek optima-
lizálási függvényt készı́tettem idősor adatokra egy új súlyozott
rekonstukciós költségfüggvény definiálásával, ahol a súlyok ter-
mészetes módon valószı́nűségeknek felelnek meg [1]. Az eljárás
a Csoport LASSO, a Fuzionált LASSO és a Fuzionált Csoport
LASSO [18] módszereken alapszik, Konvex Optimalizálás ki-
használásával. Empirikusan demonstráltam, hogy a technika
magasabb F1 értékeket ad az eredeti súlyozatlan Fuzionált LASSO
és Fuzionált Csoport LASSO eljárásokhoz képest mesterségesen
generált adatokon és valódi humán testpóz sorozatokon, váltási
időpontok detektálásában.

Másodszor egy Mesterséges Mély Neurális Hálózatot vezetek be Tömörı́té-
si és Lineáris Visszaállı́tási (lineáris mérési függvényt használó) Feladatok
kombinációjára, mely alkalmas videó osztályozásra való Átvitel Tanulást
megelőző előtanı́tásra. Eljárásom – hasonlóan a korábbi 2 tézisponthoz –
csoportritka feltevést használ, viszont ezúttal a ritkı́tott teret az adatokból
tanulom meg. Módszerem ı́gy gyorsabb és empirikusan jobb eredményekre
vezet, cserébe a nemkonvex esetre való áttérés miatt elvesznek az elméleti
garanciák és az interpretálhatóság.
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3. Tézis Egy Mesterséges Mély Neurális Hálózatot (egy Konvo-
lúciós Rekurrens Autoenkódert) terveztem videó adatokra két
újonnan megadott (térbeli és élettartami) csoport k-ritka aktivá-
ciós függvény segı́tségével [4]. Ezek az ismert csoportstuktúra
nélküli 1-ritka esetek változatai [42, 48], ahol a kiterjesztés a Cso-
port LASSO-hoz hasonlóan történik. Empirikusan validáltam két
mesterségesen generált videó adatbázison, hogy osztályozásban,
Átvitel Tanulás során, az eljárás jobb pontosságot ér el több ismert
előtanı́tó algoritmusnál, mint pl. a Zajtalanı́tó Autoenkódereknél
[51, 53], a csoportstruktúra nélküli 1-ritka megfelelőknél [42,
48] és a széles körben használt, ImageNet adatbázison Felü-
gyelt módon betanı́tott VGG-19 modellnél [50]. A minőségbeli
javulások kevesebb cı́mkézett tanı́tópélda esetén jelentősebbek
voltak.

Harmadszor két, Iterációkra Bontott Mély Prioros Optimalizálási függ-
vényt javaslok, melyek több, képeken és videókon definiált Lineáris Visszaál-
lı́tási Feladatot képesek egyszerre megoldani. Az első 3 tézisponttal ellen-
tétben ezek lehetővé teszik, hogy a csoportritkaság által megengedetteknél
általánosabb prior feltevéseket tanuljak az adatokból. Eljárásaim ötvözik
az optimalizálási függvények és a Mesterséges Mély Neurális Hálózatok
előnyeit.

4. Tézis Egy Iterációkra Bontott Mély Prioros Regularizált Leg-
kisebb Négyzetek optimalizálási függvényt ismertettem Multip-
likátorok Váltakozó Irányú Módszere [19] megoldóval képek
Lineáris Visszaállı́tására, ahol a prior költségfüggvény implicit
módon került definiálásra egy Mesterséges Mély Neurális Hálózat
(egy Konvolúciós Autoenkóder) segı́tségével [3]. A procedúra az
Egy Háló Mindent Megold [24] eljárás új, együttesen tanı́tható
változataként és az Iterációkra Bontott Mély Prioros Optimalizálás
[28] többfeladatú általánosı́tásaként is értelmezhető. Empirikusan
bizonyı́tottam az MS-Celeb-1M és ImageNet adatbázisokon, hogy
a javasolt módszer szignifikánsan magasabb Csúcs Jel-Zaj Viszony
értékeket ér el, mint az eredeti Egy Háló és a népszerű 2-D
Wavelet ritkaság algoritmusok, méghozzá jóval kevesebb iteráció
alatt.

5. Tézis A 4. Tézispontbeli optimalizálási függvényemet videó
adatokra terjesztettem ki 2 kontribúció hozzáadásával: a Konvo-
lúciós Autoenkóder priort lecseréltem egy Kétirányú Konvolúciós
Rekurrens Neurális Hálózatra, valamint a megoldó eddig fixált
adatfeldolgozó lépését is tanı́thatóvá tettem egy második ugyani-
lyen hálózat hozzáadásával. [5]. A teljes architektúrát Két Háló
Mindent Megoldnak keresztelem. Empirikusan igazoltam 2 mes-
terségesen generált és a valódi UCF-101 videó adatbázison, hogy
a javasolt módosı́tásaim Lineáris Visszaállı́tás során egyenként
javı́tják a Csúcs Jel-Zal Viszony értékeket a 4. tézispontbeli Egy
Háló változathoz és a közismert 3-D Wavelet ritkasághoz képest;
valamint, hogy a 2 változtatás együttesen még jobb eredményekre
vezet.

Kı́sérleti eredményeim teljes mértékben reprodukálhatóak a leı́rások és
a mellékelt forráskódok alapján, melyek további vizsgálatok alapjaként
szolgálhatnak.

A fenti tézispontok mellett más, lazán kapcsolódó publikációim is születtek.
Ezek elő- illetve kiegészı́tő tanulmányoknak tekintendőek, amik csoport-
munka keretében készültek, ı́gy az önálló tézispontok szintjéhez kevésnek
bizonyultak. Társszerzőimmel egyéb Rekonstrukciós Feladatokat vizsgáltunk
idősor és videó adatokon, melyeket ritka optimalizálási függvényekkel [12,
13] és Mesterséges Mély Neurális Hálózatokkal (szintén ritkaság [10, 11]

4



vagy más regularizációs technikák [8, 9] segı́tségével) oldottunk meg. Ezen-
felül részt vettem egy szubmoduláris függvénycsaládot Mesterséges Mély
Neurális Hálózatokkal összekapcsoló matematikai bizonyı́tás kidolgozásában
[6]. Végül statisztikailag elemeztem egy Felügyelt Tanuláshoz humán anno-
tátorokat kiképző tanfolyam jótékony hatását [7].
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