
令和 3年度修士論文

抽出型自動要約における語彙バイアス
の増幅度に関する分析

指導教員 酒井哲也教授
研究指導名 情報アクセス研究

早稲田大学大学院基幹理工学研究科情報理工・情報通信専攻

学籍番号 5120F034

清水嶺

提出日 2022年 1月 24日





概要

検索エンジンにおけるスニペットや，ソーシャルメディアの投稿としてニュース記事
を掲載する際，ニュース記事の要約が掲載されることがある．このような要約を生成
する際，自動要約が用いられることがある．一般に，ニュース記事本文には，書き手や
報道機関によるニュースイベントに対する見解が含まれている．これらの見解の中に
は，語彙バイアスとよばれる，極性の高い単語や表現を用いることでニュースイベン
トに対する理解を妨げたりするものがある．自動要約をニュース記事の要約に利用す
る際，語彙バイアスが含まれる文を抽出しすぎてしまうことで，元の文書に含まれる
バイアスを増幅してしまう可能性がある．ユーザーは，自動要約のみを読んでニュー
スを理解しようとする可能性があるが，要約が本文の語彙バイアスを増幅していた場
合，ニュースに対する誤った理解を招いたり，ソーシャルメディアを通した意図しな
い拡散を引き起こす可能性がある．そのため，自動要約は語彙バイアスを増幅してい
ないことが望ましい．本研究では，要約アルゴリズムにおける語彙バイアスの増幅度
を定量化する指標を示したのちに，既存の抽出型要約アルゴリズムを対象として語彙
バイアスの増幅の程度を比較し，分析を行った．その結果，以下の結果が得られた．
a)増幅の程度は抽出型要約アルゴリズムによって差異がある．b)抽出型要約において
重要であると考えられる特徴量は，語彙バイアスを含む文の抽出しやすさに繋がる可
能性がある．c)提案指標は，要約アルゴリズムの評価で広く用いられる ROUGEだけ
では評価できない観点での評価が可能である．
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第 1章 導入

1.1 本研究の概要
ニュース記事本文には，書き手や報道機関のニュースイベントに対する見解や主張
が含まれていることが多い．このような見解や主張の中には，語彙バイアスと呼ばれ
る，極性の高い単語や表現を用いることで，ニュースイベントに対して極端に肯定的
や否定的な見解を与えるような可能性があるものが存在する．このようなニュース記
事の要約を生成する際，自動要約の技術が用いられることがある．しかし，ニュース
記事の自動要約は，語彙バイアスを含んだ文を多く抽出することで，本来ニュース記
事に含まれていた語彙バイアスを増幅してしまう可能性がある．このような問題は，
特定の状況下において望ましくない結果を引き起こす可能性がある．例えば，ソー
シャルメディアにおけるニュース記事の投稿がある．Twitter*1のようなソーシャルメ
ディアが広く使われるようになるにしたがって，ユーザーはWeb 上のニュース記事
もソーシャルメディアを通して入手することが多くなった．それに伴い，ユーザーは
様々な種類のニュースを偶発的に手に入れる機会が増えている．しかし，偶発的な
ニュースの多くはユーザーの興味を引かない [1]．また，ソーシャルメディアを通し
て目に入るニュースが増えたことにより，ユーザーはしばしば情報過多を経験する．
このような情報過多から身を守るために，ニュースの流し読みが行われる [2]．ソー
シャルメディアの投稿には，ニュース記事本文へのリンクに加えて，ニュースの要約
が合わせて投稿されることがある．そのため，ニュースの流し読みを行うユーザーは，
これらの要約を読んでニュースを理解する可能性がある．このとき，ニュースの要約
が語彙バイアスを増幅していた場合，ユーザーはニュースイベントに対して，極端に
肯定的，または否定的な見解を抱く可能性がある．さらに，このようなソーシャルメ
ディアには再投稿機能が存在していることが多く，ニュースイベントに対する偏った
理解の上で再投稿された場合，提供者が意図しない形でニュースが拡散する可能性が
ある．このように，要約が多く読まれる可能性のある状況においては，要約が語彙バ

*1 https://twitter.com
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イアスを増幅していることは望ましくない．
一般的な教師あり抽出型要約アルゴリズムでは，評価関数中にこのような語彙バイ
アスを考慮するような制約項を設けていない．また，人によるアノテーションを行っ
たデータセットを用いて学習させるため，アノテーター自身の見解がラベルに反映さ
れている可能性もある．そのため，教師あり抽出型要約アルゴリズムの要約結果は，
語彙バイアスを含んでいる文を重点的に抽出している可能性がある．本研究は，抽出
型要約アルゴリズムがどれほど語彙バイアスを含む文を抽出しやすいのかを調べるこ
とを目的としている．まず，抽出型要約アルゴリズムがどの程度語彙バイアスを含む
文を抽出しやすいのかを定量的に評価するための指標を提案する．その後，いくつか
の代表的な抽出型要約アルゴリズムの出力に対してこの指標を適用し，アルゴリズム
によってどのように語彙バイアスのある文の抽出しやすさが異なっているのかを調
べる．
本論文の貢献は以下の通りである．

• 提案指標を用い，実際に既存の抽出型要約アルゴリズムに対して適用すること
で，アルゴリズムごとに語彙バイアスを含む文の抽出しやすさが大きく異なっ
ていることが分かった．

• 要約において重要な文を抽出するのに重要であると言われている文の位置，重
要単語数，文の長さに関する特徴量は，語彙バイアスを含んだ文を抽出しやす
くする可能性を示した．

• 提案指標は，要約アルゴリズムの性能を評価するための指標として広く用いら
れている ROUGE [3] では捉えられない観点で要約アルゴリズムを評価でき
る．そのため，この指標を ROUGEと合わせて使用することで，より異なった
観点からの要約アルゴリズムの評価が可能であることを示した．

1.2 語彙バイアスと情報バイアス
メディアにおけるバイアスは，特定の文における表現や単語の極性によって導入さ
れる語彙バイアスと，極性の強い表現を用いているわけではないが，読者の事実関係
の把握を妨げる可能性のある文によって導入される情報バイアスが存在する [4]．表
1.1にそれぞれのバイアスの例を示す．
表 1.1に示したニュースは，ポール・ライアン氏とバラク・オバマ氏によるメディ
ケア政策に対する議論を表している．語彙バイアスのある文の例として示した文は，
“dishonest and hypocritical” という表現が語彙バイアスの根拠として示されている．
この表現は強い極性を持っているため，読者にはその極性に基づいた偏見を抱かせる
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1.2語彙バイアスと情報バイアス
A sentence with lexical bias

Obama campaign spokeswoman Lis Smith described the new

Romney-Ryan ad on the subject as “dishonest and hypocritical,”

considering Ryan’s own proposals for Medicare.

A sentence with informational bias

Paul Ryan went on offense Tuesday in response to criticism over

his Medicare plan, using an interview with Fox News coupled

with a new TV ad to claim President Obama’s health care plan

treats the treasured entitlement like a “piggy bank” while the

“Romney-Ryan” plan preserves it.

表 1.1 情報バイアスと語彙バイアスのある文の例

可能性がある．このように，極性の強い単語やフレーズが含まれている文は語彙バイ
アスのある文として扱われる．一方，情報バイアスがある文の例として示した文は，
President Obama’s health care plan treats the treasured entitlement like a “piggy bank”

while the “Romney-Ryan” plan preserves it. という一文が情報バイアスの根拠とされ
ている．この文では，バラク・オバマ氏が制度を私物化しているかのように読者に偏
見を抱かせるような内容になっているが，バイアスがあることを決定づけるような極
性の強い単語やフレーズは存在しないため，語彙バイアスがある文としては扱われな
い．このように，文の目に見える特徴からバイアスの有無を見分けるのは難しいが，
そのニュースが報じるイベントに対して異なった意見を読者に抱かせるようなもの
は，情報バイアスのある文として扱われる．本実験では，語彙バイアスを対象とした
実験を行う．情報バイアスを機械的に捉えるのは一般的に困難とされており [5]，そ
れは本実験においても例外ではないためである．

9





第 2章 関連研究

2.1 自動要約
自動要約は大きく分けて抽出型要約と抽象型要約に分けることが出来る．抽出型要
約は文書から要約に含ませるべき文をいくつか選択してつなぎ合わせることで要約文
を生成する方法である．抽象型要約は，元となる文から新たに要約文を生成する方式
である [6]． 本実験では抽出型要約を対象とする．抽出型要約は教師ありアルゴリ
ズムと教師なしアルゴリズムが存在する．教師なしアルゴリズムとして代表的なもの
は，LexRank [7]や TextRank [8]がある．これらの方法は，文グラフを構築し，固有
値を抽出することで重要度のスコアリングを行う方法である．LexRankは TF-IDFを
もとに文グラフを構築し，TextRankは単語の重複度をもとに文グラフを構築する．教
師ありアルゴリズムは，SVM，決定木を用いた方法などが研究されていたが，近年で
はデータセットの充実や，ニューラルネットの発展により，ニューラルネットを用い
たものが広く研究されるようになっている [6]．代表的なものとしては，RNNを用い
た SummaRuNNer [9]や，事前学習可能な言語モデルの BERT (Bidirectional Encoder

Representations from Transformers) [10]を用いた BERTSum [11]などが存在する．

2.2 ニュースメディアとバイアス
ニュースは一般的に提供者によるバイアスを含んでいる．ニュースにおけるバイ
アスは，著者や報道機関のニュースイベントに対する見解によって生み出され，と
きには特定のニュースイベントに対する読者の理解を妨げる可能性がある [12]．
adfontesmedia*1 では，主要なニュースメディアの思想の傾向を示しており，中立的な
立場で記事を書いていないニュースメディアが多く存在することがわかる．このよう
に，バイアスは時に望ましくない影響をもたらすため，情報科学の観点からメディア
のバイアスを分析したり，バイアスの自動的な検出を行うような研究がある．このよ

*1 https://adfontesmedia.com/
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うな研究の中には，政治的な観点によって生じるバイアスに取り組む研究や [5] [13]

[14]，ニュースイベントの事実関係を誤解させるようなバイアスに取り組む研究があ
る [15] [16]．

2.3 機械学習におけるバイアスの問題
機械学習は様々なタスクにおいて用いられるが，機械学習においては，解きたいタ
スクに応じたデータセットを元にモデルの学習を行う．しかし，学習データ内の，何
らかの保護変数に対して偏りがあった場合，モデルの出力にバイアスを含ませてしま
うことがある [17]．モデルの学習に用いられるデータはWeb上から収集されたもの
が多いため，Webが潜在的に含んでいるバイアスをモデルの推論に反映してしまう可
能性がある [18]．また，多くの深層学習を用いたタスクにおいて，事前学習を行える
モデルを用いた手法がが非常に高い性能を達成している．しかし，これらのモデルの
事前学習に用いたデータにバイアスが存在していた場合，出力にもバイアスが存在し
ている可能性が指摘されている [19]．
抽出型要約におけるバイアスの研究としては，ソーシャルメディアの投稿のような，
さまざまな属性を持つユーザーが生成した文をもとに意見要約を行う際，特定の属性
を持つユーザーの投稿のみが要約に適した文として抽出されてしまうようなバイアス
に対処する研究が存在する．Dashらは，FairSummと呼ばれる意見要約手法を提案し
た [20]．Shandilyaらは，意見要約における公平性の問題について調査し，公平性と
いう観点で意見要約の品質を定量化するための指標を考案した [21]．しかし，本研究
で扱うような，単一文書を対象とした抽出型要約におけるバイアスの問題は研究され
ていない．
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第 3章 提案指標

3.1 抽出型要約における語彙バイアスの指標
抽出型要約における語彙バイアスの定量化指標として．SBS (Summary Bias Score)

と呼ばれる指標を提案する．要約の対象となる文書集合 D があるとき，i 番目の文
書を Di(∈ D) で表す．Bi(⊂ Di) は，語彙バイアスがあるとラベリングされている
文の集合を示す．また, 語彙バイアスが含まれる文は bi,j ∈ Bi とする．要約アルゴ
リズム C が，文書 Di における k 番目の文 si,k(∈ Di) に対して付与したスコアは，
C(si,k, Di)で表される．要約アルゴリズム C，文書 Di における SBSを SBS(C,Di)

とすると，

SBS(C,Di) =
1

|Bi|
∑

bi,j∈Bi

C(bi,j , Di)∑
si,k∈Di

C(si,k, Di)
(3.1)

要約アルゴリズムは，抽出型要約における文の重要度を数値としてスコアリングす
るものと考えることが出来る．スコアが高ければ高いほど，要約文としての重要であ
ることを示している．SBSは，語彙バイアスが含まれている文に対して要約アルゴリ
ズムが割り振ったスコアを正規化した値の平均である．なお，バイアスが含まれてい
る文の数は文書によって異なっているため，語彙バイアスが含まれている文の数で正
規化を行う．SBSが大きければ大きいほど，その要約アルゴリズムは語彙バイアスの
ある文を要約文として抽出しやすいという傾向があるということを示している．本実
験でアルゴリズムごとの SBSを比較する際は，文書集合 Dを対象とした SBSの算術
平均を用いる．これは以下の式で定義される．

MSBS(C,D) =
1

|D|
∑

Di∈D
SBS(C,Di) (3.2)

要約の出力に語彙バイアスを含む文が含まれづらいことが期待される場合，MSBS

が小さいアルゴリズムを選定することが望ましい．
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3.2 教師あり抽出型要約における，語彙バイアスの観点か
らの特徴量の寄与率

手動で作成した特徴量に基づく教師あり抽出型要約において，特徴量と語彙バイ
アスの関係を分析するために，SFPI (Summary Feature Permutation Importance)とい
う指標を提案する．SFPI は，あるアルゴリズムに対して特定の特徴量が，どれほど
MSBSを増大させるのに寄与しているのかを調べるための定量的な指標である．SFPI

が正の場合，その特徴量が語彙バイアスを含む文を重要であると選択しやすくするこ
とに寄与してしまうことを示している．SFPIが大きければ大きいほど，抽出型要約に
おける語彙バイアスを増幅しやすい特徴量であると言える．対して，SFPI が負の場
合，その特徴量が語彙バイアスを含む文を重要であると選択しにくくすることに寄与
している．SFPIが小さければ小さいほど，抽出型要約における語彙バイアスを低減し
やすい特徴量であると言える．この指標は，機械学習において，要約アルゴリズムの
推論における重要な特徴量を定量的に扱うための Permutation Importance [22]と呼ば
れる指標に着想を得ている．SFPIの計算方法を以下に示す．
アルゴリズムの評価に用いるデータセットを G とする．このデータセット G は表
形式のデータであり，行がそれぞれの文データに対応し，列がそのデータの特徴量 f

を示す．これは，文書集合 Dを表形式のデータに変換し，特徴量に関する列を付加す
ることによって得られる．アルゴリズム C に対して，データセット G を用いた際の
MSBSをMSBS(C,G)とする．G において，特徴量 f のデータ，すなわち列 f をラン
ダムにシャッフルしたデータセットを Gf とする．K は試行回数とした時，k 回目の
試行における特徴量 f の SFPIを MSBS(C,Gk

f )とする．この時，アルゴリズム C に
おいて，特徴量 f の SFPIとなる SFPI(C,Gf )は以下のように計算される．

SFPI(C,Gf ) = MSBS(C,G)− 1

K

K−1∑
k=0

MSBS(C,Gk
f ) (3.3)

この式においては，SFPI(C,Gf ) > 0の場合，特徴量 f を無効にした結果MSBSが
下がっているという事実が得られるため，アルゴリズム C において特徴量 f がMSBS

の増大に寄与してしまっていると言える．対して，SFPI(C,Gf ) < 0の場合，特徴量
f を無効にした結果 MSBS が上がっているという事実が得られるため，特徴量 f が
MSBSの低減に寄与していると言える．
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第 4章 実験設定

4.1 実験対象となるアルゴリズム
本実験では，実験対象の抽出型要約アルゴリズムとして教師なしのものと教師あり
のものを用意し，それぞれ比較を行った．教師なしのアルゴリズムとして LexRank

[7]と TextRank [8]を用いる．教師ありのアルゴリズムとして SummaRuNNer [9]と
BERTSum [11]を用いた．これらのニューラルネットを用いた教師ありのアルゴリズ
ムは，双方とも二階層のモデルアーキテクチャで構成されている．一階層目は Encoder

である．SummaRuNNer における Encoder は，単語を入力とし中間表現を出力する
RNNで構成されている [9]．BERTSumにおける Encoderは，文を入力として中間表
現を出力する事前学習済み BERTである [11]．二階層目は Summarization Layerであ
る．Summarization Layerは Encoderによって得られた文の中間表現を入力とし，入力
の表現をもとに要約に含ませるか否かを示す二値ラベルを出力する．SummaRuNNer

は，Encoder，Summarization Layerともに Bi-GRUを用いた．本実験では比較のため
に，Encoder，Summarization Layerの双方に Attentionを追加したものも実験対象と
して用意した．BERTSumは，Encoderとして BERTと，BERTと同一の構造を持つ
が事前学習を行っていない Transformer Stackを用いたものを用意した．Transformer

Stack を用いたものは，TransformerSum と呼ぶ．BERTSum，TransformerSum は，
Summarization Layerとして Bi-LSTM，Feed-forward Networkで構成された Linear，
そして Transformerを用いたものを用意した．SummaRuNNerは両方ともバッチサイ
ズ 32で 5 Epoch学習したものを用いた．BERTSum，TransformerSumは共に，バッ
チサイズ 3,000 で 50,000 Epoch 学習したものを用い，最も ROUGE-1 が高いモデル
を実験対象として選択した．なお，教師ありアルゴリズムはすべて CNN/DailyMail

データセット [23]を用いて学習している．ただし，CNN/DailyMailデータセットは，
抽出型要約の学習に適したデータセットではない．そのため，抽出型要約に用いるこ
とが出来るように Chengら [24]によって前処理が行われたものを使用した．教師あ
りアルゴリズムの ROUGEスコアを表 4.1に示す．



第 4章実験設定
ROUGE-1 ROUGE-2 ROUGE-L

SummaRuNNer 22.7 9.0 14.0

SummaRuNNer (Attention) 22.7 9.0 14.0

TransformerSum (Linear) 41.3 18.6 37.6

TransformerSum (RNN) 41.1 18.3 37.4

TransformerSum (Transformer) 41.2 20.3 39.6

BERTSum (Linear) 43.3 20.3 39.6

BERTSum (RNN) 43.2 20.2 39.6

BERTSum (Transformer) 43.0 20.1 39.4

表 4.1 実験対象の教師ありアプローチの ROUGE スコア．CNN/DailyMail のう
ち，学習に用いていないものを 10,000 件用いて求めた．括弧の中に記載されてい
るものは，Summarization Layerで用いられているモデル構造である．

4.2 実験に使用するデータセット
本実験では，実験対象のデータセットとして BASIL (Bias Annotation Spans on the

Informational Level) データセット [4] を用いる．このデータセットは，Fox News，
Huffington Post，New York Timesから収集したニュース記事で構成され，文ごとに語
彙バイアスと情報バイアスのアノテーションが付加されている．実際のデータ例は，
1.2 節にて示した．なお，BERT を入力として用いるアルゴリズムは，文の入力長が
512トークンに制限されている [10]．そのため，実験の公平性を満たすために，実験
対象の全てのアルゴリズムにおいて，文の入力長が 512トークン以内に収まるように
データセットの加工を行った．
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第 5章 抽出型要約アルゴリズム
の出力における語彙バイアスの
分析

この章では，各抽出型要約アルゴリズムの出力における語彙バイアスを，3.1節に
おいて示した MSBSを用いて分析する．続いて，このような MSBSの差異がどのよ
うに発生しているのかを探るための分析を行う．

5.1 アルゴリズムごとの MSBSの比較
各アルゴリズムごとのMSBSの比較を図 5.1に示す．

図 5.1 各アルゴリズムごとの MSBS の比較．横軸について，SummaRuN-
Ner (Attention) は RNN に加えて Attention を用いたものである．BERT-
Sum/TransformerSum に関して，括弧の中は Summarization Layer において用い
ているネットワーク構造を示す．エラーバーは，t分布における 95%信頼区間を示
している．

図 5.1より，教師なしアルゴリズムに関して以下のようなことが分かった．



第 5章抽出型要約アルゴリズムの出力における語彙バイアスの分析
• TextRankのMSBSが LexRankのMSBSと比べて高い．
• 教師ありアルゴリズムに関しては，Sentence Encoder として BERT や Trans-

former Stackを用いている BERTSum/TransformerSumは，RNNを用いている
SummaRuNNerと比べてMSBSが低い傾向がある．

• SummaRuNNer に関しては，Attention の有無で大きな MSBS の差は発生し
ない．

• BERTSum/TransformerSumに関しては，Summarization Layerとしてどのよう
な構造のニューラルネットを用いてもMSBSに大きな差異はない．

5.2 語彙バイアスのある文を含んだ要約と語彙バイアス
のある文を含まない要約の比較

図 5.1 より，SummaRuNNer と，Summarization Layer として Transformer を使っ
た BERTSumでは MSBSが大きく異なっていることが分かるが，実際の出力を比較
してどのような違いが見られるのかを調べる．結果を図 5.2，図 5.3に示す．

図 5.2 SummaRuNNerによって出力された，対象に対する観点をポジティブな方
向に誘導する語彙バイアスのある文を含む出力の例

赤もしくは緑でラインが引かれている文が要約アルゴリズムによって選択されたも
のであり，特に赤いラインが引かれている文は要約アルゴリズムによって選択された
語彙バイアスが存在する文を示している．このニュースは，“ヒラリー・クリントン
氏が，大統領候補として選出されるために必要な代議員の指名数を獲得したことをオ
バマ大統領が祝福した” という内容のニュースである．図 5.2 から，SummaRuNNer

は Her historic campaign inspired millions and is an extension of her lifelong fight for
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5.2語彙バイアスのある文を含んだ要約と語彙バイアスのある文を含まない要約の比較

図 5.3 Summarization Layer として Transformer が使用された BERTSum によっ
て出力された，対象に対する観点をポジティブな方向に誘導する語彙バイアスのあ
る文を含まない出力の例

middle-class families and children, White House Press Secretary Josh Earnest said in a

statement.という文を抽出していることが分かる．この文は，BASILデータセットに
おいて “historic”という単語が語彙バイアスの原因になっているとアノテーションさ
れている．この文が要約に含まれていることで，要約を読んだユーザーは，ヒラリー・
クリントン氏に大きく肯定的な感情を抱く可能性がある．また，対象に対する観点を
ネガティブな方向に誘導する語彙バイアスのある文を要約文として抽出した場合の比
較を図 5.4，図 5.5に示す．
このニュースは，“トランプ大統領が，ハンターが象牙の輸入を緩和する方針を
覆した” という内容のものである．図 5.4 によると，ネガティブな方向に誘導す
る語彙バイアスのある文を含む出力の例は，Laura Ingraham, a Fox News host, said

Thursday on Twitter that she did not understand how the decision would not “INCREASE

the gruesome poaching of elephants,” while the comedian Ellen DeGeneres started an

online campaign, using the hashtag #BeKindToElephants, to raise funds for elephant

conservation efforts. という文を抽出している．BASIL データセットにおいて，この
文は，“gruesome” という単語が語彙バイアスの原因になっているとアノテーション
されている．この文が要約に含まれていることで，要約を読んだユーザーは，象の狩
猟は絶対的に陰惨であると解釈し，象の狩猟に対して極端に否定的な印象を抱く可能
性がある．
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第 5章抽出型要約アルゴリズムの出力における語彙バイアスの分析

図 5.4 SummaRuNNerによって出力された，対象に対する観点をネガティブな方
向に誘導する語彙バイアスのある文を含む出力の例

5.3 教師なし抽出型要約の結果の考察
図 5.1から，TextRankと LexRankはMSBSの観点から結果が異なっているという
ことが分かった．TextRankと LexRankはどちらも PageRankに着想を得たアルゴリ
ズムであり，文同士の文の関連度をエッジの重みとした類似度グラフを構築し，隣接
行列の固有ベクトルを求めることで各文の重要度スコアを求めるというものになって
いる．これらのアルゴリズムは，文同士の関連度を計算するために用いる特徴量が異
なっている．TextRank は文同士の単語の重複度を用いており，LexRank は TF-IDF

に基づいた関連度の計算を行っている．そのため，MSBSの違いは文同士の関連度を
計算するための特徴量に起因していると考えられる．LexRankの MSBSが低いこと
から，LexRankの計算において用いられる TF-IDFが，MSBSを下げる上で有効な特
徴量であるという可能性がある．

5.3.1 教師なし抽出型要約における，TF-IDF特徴量が及ぼす MSBS
の変化に対する分析

本節では，教師なし抽出型要約において，TF-IDF特徴量を考慮することが，アルゴ
リズム自体のMSBSを下げる上で有効であるという可能性を検証する．本実験では，
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5.3教師なし抽出型要約の結果の考察

図 5.5 Summarization Layer として Transformer が使用された BERTSum によっ
て出力された，対象に対する観点をネガティブな方向に誘導する語彙バイアスのあ
る文を含まない出力の例

通常の TextRankにおける重要度の計算の際，TF-IDF特徴量を考慮するようにすると
MSBSがどのように変化するのかを調べる．このとき，文 si, sj の関連度 R(si, sj)に
ついて，以下のような定式化を行う．

R(si, sj) = αO(si, sj) + (1− α)T (si, sj) (5.1)

なお，α = 0.0 の時は通常の LexRank に対応し，α = 1.0 の時は通常の TextRank

に対応する．このとき，O(si, sj) は文 si, sj の単語の重複度で，各文を単語の集合
wk(∈ si)とみなすとき，以下の式で表される [8]．

O(si, sj) =
|wk | wk ∈ si & wk ∈ sj |

log(|si|) + log(|sj |)
(5.2)

T (si, sj)は文 si, sj の TF-IDFのコサイン類似度である．実験では 0.0 ≤ α ≤ 1.0

の条件で，0.1刻みで αの値を変動させ，各値ごとの比較を行う．結果は以下のよう
になった．
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第 5章抽出型要約アルゴリズムの出力における語彙バイアスの分析

図 5.6 TF-IDF特徴量の利用におけるMSBSの比較．エラーバーは，t分布におけ
る 95%信頼区間を示している．

図 5.6によると，αの値が小さくなるごとにわずかにMSBSが小さくなっていくこ
とが分かった．このことから，教師なし抽出型要約において，TF-IDF 特徴量を考慮
することは，MSBSを下げる上で有効である可能性が示される．

5.4 教師あり抽出型要約の結果の考察
教師あり抽出型要約において重要とされているいくつかの特徴量に関して，どの特
徴量がMSBSを上げることに寄与しているのかを調べる．また，要約アルゴリズムの
評価指標として広く用いられている ROUGEとMSBSの関係性について調べる．

5.4.1 抽出型要約における語彙バイアスの観点からの特徴量分析
Pattanaik ら [25] によると，教師あり抽出型要約においては，特に TF-IDF，キー
ワード数，文の位置，文の長さといった特徴量が有効であると言われる．本節では，
これらの特徴量を考慮することが語彙バイアスの増幅に繋がっているという可能性を
検証する．具体的には，3.2 節にて示した SFPI の計算を，それぞれの特徴量に対し
て行う．4.1節において示した教師あり要約アルゴリズムは，全てエンドツーエンド
で抽出を行う性質があるため，これらの特徴量を含ませることができない．そのため
SFPIを計算することが出来ない．そこで，本節では，これらの特徴量を含ませること
が出来るアルゴリズムとして，便宜的に Random Forest [26]を用いる．4.1節にて示
したものと同様の方法で加工を行った CNN/DailyMail データセットを表形式に変換
したものを用いて Random Forestを学習させ，文を要約として含ませるか否かの二値
分類問題を解くように学習を行う．その後，3.2節で述べた SFPIを計算し，これらの
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5.4教師あり抽出型要約の結果の考察
Shuffled Feature SFPI

Sentence position 1.69× 10−3

Number of keywords 1.26× 10−3

Sentence length 3.65× 10−3

表 5.1 Random Forest を用いた教師あり抽出型要約において，それぞれの素性ベ
クトルにおける特徴量の SFPI

特徴量の MSBS への寄与率を定量化する．その結果を用いて，MSBS を上げること
に寄与している可能性がある特徴量を探る．SFPIの計算における試行回数 K として
20を設定した．SFPIの算出におけるデータセットとして，表敬式に変換した BASIL

データセットを使用した．また，キーワードとして NLTK*1を用いて抽出した Proper

Nounsを使用した．TF-IDFは，文のベクトル化に不可欠であるため，SFPIは計算し
ない．結果を図 5.1に示す．
図 5.1より，位置，キーワード数，文の長さの SFPIを，TF-IDFをもとにして抽出
した素性ベクトルに対して計算した結果，どの特徴量も正の SFPIを記録することが
分かった．この結果は，抽出型要約において重要とされる特徴量を用いて要約を行う
とMSBSが上がる可能性があるということを示唆している．

5.4.2 BASILデータセットにおける，抽出型要約において重要な特徴
量と語彙バイアスの関係の分析

5.4.1節で，抽出型要約において重要な特徴量である文の位置，重要キーワード数，
文の長さの SFPIが正であり，要約の語彙バイアスを増幅する可能性について示され
た．本節では，BASILデータセットにおけるこれらの特徴量と語彙バイアスの関係を
分析する．まず，BASILデータセットにおける位置と語彙バイアスのある文の割合を
図 5.7に示す．
図 5.7によると，文書の 1文目，2文目に大きく語彙バイアスのある文が偏ってい
ることが分かる．また，CNN/DailyMailデータセットにおける参照要約に含まれる文
の位置の割合を図 5.8に示す．
図 5.8によると，文の前半に位置する文が参照要約に含まれている傾向が見られる．
このことから，CNN/DailyMailデータセットを用いて学習することで，文文書の前半
の文を要約文として抽出する傾向が学習される可能性があり，結果として文書の前半
に含まれている傾向がある語彙バイアスのある文を抽出しやすくすることに繋がって

*1 https://www.nltk.org/
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図 5.7 BASILデータセットにおける語彙バイアスのある文の位置の割合

図 5.8 CNN/DailyMailデータセットにおける，参照要約に含まれている文の位置の割合

いる可能性が考えられる．
また，要約として抽出された文の重要キーワード数は約 3.1 単語で，抽出されな
かった文の重要キーワード数は約 1.8単語であった．これより，重要キーワード数が
多いほど要約文として抽出されやすい傾向があることが考えられる．また，語彙バイ
アスのない文の平均重要キーワード数は約 2.1単語であったのに対し，語彙バイアス
のある文の平均重要キーワード数は約 2.9単語であった．そのため，重要キーワード
数が多い文を抽出することが，語彙バイアスのある文を抽出しやすくすることに繋
がっている可能性が考えられる．
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5.4教師あり抽出型要約の結果の考察
同様に，要約として抽出された文の長さの平均は約 38.0単語で，抽出されなかった
文の長さの平均は約 24.0単語であった．そのため，文の長さが長いほど要約文として
抽出されやすい傾向があることが考えられる．また，語彙バイアスのない文の長さは
平均約 27.9単語であったのに対し，語彙バイアスのある文の長さは平均約 34.4単語
であった．このことから，文の長さが長い文を抽出することが，語彙バイアスのある
文を抽出しやすくすることに繋がっている可能性が考えられる．

5.4.3 深層学習を用いた教師あり抽出型要約アルゴリズムの結果の
考察

図 5.1より，SummaRuNNerは教師なしアルゴリズムよりも高い傾向があり，BERT-

Sum/TransformerSum は LexRank と同程度の MSBS であることが分かっている．
5.4.1節より，文の位置に関する特徴量の SFPIが正の値であるという結果が得られて
おり，この特徴量を用いることで MSBSが上がる可能性がある．LexRank/TextRank

はこの特徴量を考慮しないのに対して，SummaRuNNer は考慮している．これが
SummaRuNNer の MSBS が比較的高くなっている一因として考えられる．BERT-

Sum/TransformerSumも位置に関する特徴量を用いているが，その他の要因でMSBS

が低くなっていると考えられる．

5.4.4 深層学習を用いた抽出型要約における，文の位置に関する特徴
量の分析

5.4.1 節にて，要約において重要とされる特徴量の SFPI が正であるため，これ
らの特徴量を考慮することで MSBS が増加するという可能性を示した．深層学習
を用いた抽出型要約においても，暗黙的にこれらの特徴量を考慮しており，それ
が語彙バイアスの増幅に繋がっていると考えれられる．そこで本節では，深層学
習を用いた抽出型要約において，文の位置に関する特徴量の摂動を行い，MSBS

がどれほど変化するのかを検証する．本実験は文の位置に関する特徴量のみを対
象としているが，これは他の特徴量に比べて摂動操作を行うのが容易なためであ
る．SummaRuNNer/TransformerSum/BERTSum を対象とし，入力となる文の並び順
をシャッフルすることで位置に関する特徴量の摂動を行う．なお，シャッフルした場
合の MSBSは，5回の試行を行った場合のそれぞれの MSBSの算術平均をとってい
る．結果を図 5.9に示す．
図 5.9より，対象となったアルゴリズムの全てのケースにおいて，入力文の並び順
をシャッフルした結果，MSBSが低減していることが分かる．これにより，深層学習
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図 5.9 深層学習を用いた抽出型要約において，文を通常の並び順で与えた場合と，
文の並び順をシャッフルした場合のMSBSの結果の比較．横軸のラベルに Normal
と書かれているものが通常の並び順で与えた場合を示す．Shuffledと書かれている
ものが文の並び順をシャッフルしたものの結果を示す．エラーバーは，t分布にお
ける 95%信頼区間を示している．

を用いたモデルは要約を抽出する際に，文の位置に関する特徴量を抽出しており，こ
れらの特徴を用いないようにすることで MSBS を低減させることができることがわ
かる．

5.4.5 MSBSと ROUGEの関係の分析
MSBS が評価指標としてどのように機能するのかを ROUGE と比較することで調
べる．本実験では，BERTSum，TransformerSum を対象として，学習が進むにつれ
てどのように MSBS と ROUGE が変化するのかを調べた．ROUGE-1，ROUGE-2，
ROUGE-Lに対する分析を行ったが，すべて同じような傾向を見せたため，ROUGE-1

とMSBSの関係のみを提示する．結果を図 5.10に示す．
図 5.10によると，全てのケースにおいて，学習が進むに連れて MSBSが上昇傾向
を見せることが分かる．MSBS は低ければ低いほど良い指標であるため，MSBS と
ROUGEは逆相関の傾向があると考えられる．この結果から，ROUGEが増加するよ
うに学習することで，アルゴリズムはより情報量の多い要約を生成することができる
ようになるが，同時に語彙バイアスのある文を抽出しやすくするという可能性が示唆
される．ROUGEに基づく要約アルゴリズムの評価は，CNN/DailyMailデータセット
に含まれる参照要約を用いて行われている．5.4.2 節にて示したように，参照要約と
して抽出されうる文は，文書の先頭に位置する傾向が強い．そのため，文書の先頭に
位置する文を抽出するという傾向を学習することで，ROUGE の改善が期待される．
しかし，BASILデータセットは文書の前半に語彙バイアスを含む文を含んでいる傾向
がある．これらの結果から，学習することで ROUGEが改善された結果，MSBSが上
がっていると考えられる．また，MSBSを用いることで，ROUGEを補完するような
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5.4教師あり抽出型要約の結果の考察
要約アルゴリズムの評価が出来る可能性がある．

5.1 節によると，TransformerSum と BERTSum に関しては，BERTSum の方が
ROUGEが高いにもかかわらず，MSBSはほとんど変わらないという結果が得られて
いる．また，表 4.1より， BERTSumは SummaRuNNerと比べても ROUGEが大き
く，MSBSが小さい．そのため，実験の対象としたアルゴリズムの中では，BERTSum

が ROUGE，MSBSの両方の観点から最も優れた要約アルゴリズムであるということ
が分かった． Liuら [11]によると，BERTSumは，要約文の抽出位置が前半に偏りす
ぎないように設計されている．これが BERTSumの MSBSが低い一因であると考え
られる．
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図 5.10 TransformerSumと BERTSumにおけるMSBSと Epoch数の関係
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第 6章 結論

本研究では，抽出型要約における語彙バイアスの増幅度合いを定量化するための評
価指標を用い，既存の抽出型要約アルゴリズムに対して，生成された要約における語
彙バイアスの増幅度合いの分析を行った．その結果，以下の事が分かった．

1. 抽出型要約アルゴリズムの性能は，MSBSの観点から異なっており，アルゴリ
ズムによって語彙バイアスの増幅度合いは異なってくることが分かった．

2. 教師ありの抽出型要約において，意味のある要約を生成する際に重要とされ
るいくつかの特徴量はMSBSを増大させる可能性があることを示した．また，
深層学習を用いた抽出型要約において，意味のある要約を生成するために必要
とされている特徴量の一つである文の位置を無視して要約を抽出することで，
MSBSが低減されることが分かった．

3. ROUGE が上がるにつれて MSBS も上がるという結果が示された．つまり，
MSBSと ROUGEは逆相関の傾向がある．そのため，MSBSを用いることで，
ROUGEを補完するような要約アルゴリズムの評価が出来る可能性がある．ま
た，BERTSumは ROUGE，MSBSの観点から最も優れた要約アルゴリズムで
あることが分かった．

今後の研究として，抽出型要約における語彙バイアスにおける対処を行いたい．本
研究において，ROUGEスコアを向上させるように要約アルゴリズムの性能を改善し
ていくことは，結果として語彙バイアスのある文を抽出しやすくする可能性について
指摘した．この結果から，ROUGEの観点から要約アルゴリズムの性能改善を行いつ
つ語彙バイアスのある文を抽出ないようにするためには，語彙バイアスのもとになっ
ている単語や表現を中立的なものに書き換える方法が有効であると考えられる．ま
た，本研究は抽出型要約における語彙バイアスの分析にとどまっており，抽象型要約
には言及していない．抽象型要約もまた広く使われる自動要約手法であり，分析が必
要である．
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