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SOMMAIRE

L’interprétation automatique d’événements des objets dans la vidéo est un sujet de re-
cherche en croissance. Les hume;ins cherchent de plus en plus & doter les systémes d’in-
formatiqu'e d’une intelligence pour la prise de décisions. Malgré I’engouement pour cette
recherche, il reste encore plusieurs problémes et défis a relever surtout en ce qui concerne
la généralisation, la précision et automatisation d’un systéme.de reconnaissance d’évé-
nements dans la vidéo. Nous proposons un systéme SIFD automatique de la vidéo dont
lobjectif est 'obtention d’un dictionnaire de la vidéo qui décrit dans un langage na-
turel le contenu de la vidéo. Dans ce systéme, un modeéle de reconnaissance d’actions
humaines est développé. Les résultats obtenus pour ce modéle montrent sa robustesse et
ses excellentes performances par (rapport aux autres travaux existants. La contribution
de notre travail réside dans une nouvelle caractéristique CSST et dans la formation du

dictionnaire.
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INTRODUCTION

Le traitement de vidéos désigne 'étude et la transformation de vidéos numériqules afin
d’améliorer leur qualité, de réduire leur cott de stockage ou d’en extrgire les informa-
tions pertinentes. Le traitement de vidéos a été développé surtout pour répondre a des
problémes reliés 4 la structure (plans, scéne's, etc.) et 4 ’enchainement des images (mouve-
ment, suivi, etc.): Depuis les années 1990, la vidéo est utilisée dans I'industrie, le cinéma,

la-télévision, la robotique, la sécurité, le web pour ne citer que ceux-la.

Les algorithmes de traitement de vidéos se confondent se divisent en trois groupes :
le bas niveau, le niveau structurel et le haut niveau [41]. Le bas niveau correspond au
traitement de chaque image de la vidéo et doné de chacun des pixels (extraire les objets,
les zones d’intéréts, le mouvement, etc.). Le niveau intermédiaire s’occupe du traitement
d’un ensemble d’images et par conséquent d’un ensemble de pixels (extraire les plans,
les scénes, etc.). Le haut niveau est celui qui fournit une information sémantique sur la
vidéo. L’application de ce niveau implique l'utilisation d’autres algorithmes de bas niveau

et de niveau intermédiaire (extraction des caractéristiques, extraction des plans, etc.).-

Dans notre mémoire, nous nous intéressons principalement & la formation d’un diction-
naire des événements de la vidéo. Le dictionnaire décrira le contenu visuel de la vidéo
en terme d’événements et de leur sémantique. Les utilisateurs du dictionnaire sont nom-

breux : I'archivage des documents visuels, le résumé des films, le résumé des vidéosur-



veillances (reconnaissance d’actions), etc. Dans ce mémoire nous nous intéressons a la
construction d’un dictionnaire des actions humaines. Nous cherchons & décrire les actions
humaines qui se trouvent dans une vidéo et cela en distinguant les mouvements et leurs

trajectoires.

Les principales contributions de notre travail se récapitulent en deux points. Premiére-
ment, nous proposons une nouvelle méthode pour la reconnaissance d’actions humaines
fondée sur Pextraction et 'utilisation de nouvelles caractéristiques et de modéles statis-
tiques pour la classification. Deuxiémement, nous avons implanté et validé un systéme

d’interprétation d’événements pour la fabrication du dictionnaire.

Les caractéristiques sont extraites des images de la vidéo et peuvent étre d’origine spatiale
ou temporelle. Nous avons proposé une nouvelle caractéristique la CSST. Cette caracté-
ristique englobe une information spatio-tefnporelle qui représente une région de la vidéo
appelée zohe d’intérét. Notons que 'extraction de caractéristiques et la classification ont

été realisées conjointement avec Omar Chahid.

L’interprétation des événements de la vidéo se base sur l'extraction, I'interprétation et
ia mise en relation des actions. Ainsi, 'extraction des actions se fait selon des méthodes
de suivi et de détection de mouvement d’objets. Alors que l'interprétation se fait par
Pintermédiaire de modéles de classification (KNN, K-meaﬁs, etc.) ou par des méthodes
d’étiquetages manuelles (intervention de I'utilisateur), la mise en relation des actions,
quant & elle, rassemble celles déjé reconnues pour reproduire le scénario d’une vidéo. La
vdeuxié.me" contribution de notre travail est I'implantation et la validation d’un systéme
pour interprétation des événements. Ce dernier consiste en I'extraction et l'interpréta-

tion des actions pour former un dictionnaire qui décrit efficacement et automatiquement,

sans appel a l'intervention humaine, le contenu d*une vidéo.

Ce mémoire est organisé en 3 chapitres. Le premier, un état de 'art sur ’analyse des



actions humaines en général, et sur leur reconnaissance en particulier. Dans le chapitre
2, le modéle de reconnaissance d’actions humaines proposé et son expérimentation sont
présentés. Le chapitre 3 aborde en détail la construétion du dictionnaire. Finalement,
une conclusion est dressée pour présenter les résultats obtenus et aussi pour discuter des

perspectives.



CHAPITRE 1

Etat de Dart

L’analyse d’actions humaines est un des sujets les plus traités au sein de la communauté
de la vision par ordinateur. En partant du domaine de la vidéosurveillance, a la médecine
et en passant par celui des jeux vidéo, des applicafions récentes, dites intelligentes, se
basent sur une telle analyse. Cette derniére consiste a détecter, a suivre au cours du
temps et a recoﬁnaitre les activités d’une ou plusieurs personnes dans une vidéo. Dans
les nombreux travaux consacrés a ce sujet, les chercheurs adoptent plusieurs approches,

se basant chacune sur différentes caractéristiques.

Dans ce chapitre, nous dressons un état de I’art de l’analyse d’actions humaines, et
plus précisément celui de la reconnaissance. Pour cela, nous répondons aux questions
suivantes :

e Qu’est-ce qu’une action humaine ?

Quel est intérét d’analyser une action humaine ?

Quelles sont les étapes de I'analyse d’actions humaines ?

Quels sont les travaux consacrés seulement & la reconnaissance d’actions humaines ?

~Comment faire de la reconnaissance d’actions humaines ?



1.1 Deéfinition d’une action

Une action est un processus effectué par un ou plusieurs objets qui changent dans le
temps [91]. Cet objet peut étre entre autres une voiture, un étre humain, un arbre ou un
robot. La définition étant trop large, Polana et Nelson [69] séparent les actions en deux

catégories :

La premiére contient les actions dites stationnaires. Cette catégorie d’actions ne pro-
voque pas un changement macroscopique (apparence) de 'objet. Elle représente un objet
" temporellement mobile, sans aucun effet sur ’apparence visuelle. Par exemple, une vidéo
représentant la rotation d’un anneau circulaire et de couleur uniforme, ou une vidéo d’une

chute d’eau.

La deuxiéme catégorie est celle des actions non stationnaires. La majorité des actions
appartient a cette derniére catégorie, comme la vidéo d’une foule de personnes qui passe
dans la rue. Cela se justifie par le fait que 'apparence visuelle des objets chaﬁge au cours
du temps. De ce fait, deux sous—catégories se distinguent. Les actions périodiques et non
périodiques. Une action est dite non périodique, quand celle-ci ne se répéte pas a travers
le temps. Les séquences'vidéos d’une personne qui effectue une chute ou une voiture
qui rentre en collision avec une autre sont toutes considérées comme des actions non
stationnaires, mais surtout non périodiques. Cependant, si une action dure dans le temps,
alors elle est appelée action périodique. Les exemples suivants reflétent parfaitement ce
type d’action : une personne Qui marche, un cheval qui galope ou un joueur de hockey

qui patine. Le schéma (figure 1.1) illustre ces différentes catégories d’actions.

Vu l'intérét particulier des chercheurs pour I’étre humain, beaucoup de travaux se sont
portés 4 la fois sur les actions humaines non stationnaires [66, 44, 91] et sur les périodiques
[77, 29, 60]. Le fait de pouvoir reconnaitre, analyser et interpréter les activités d’une

personne est utile pour différents domaines, tels que la vidéosurveillance ou la recherche

9



de vidéos par contenu.

Action
Stationnaire ' Non Statiomlaire
Chutes d’eau
Périodique Non Périodique

B
i
o

Patinage d'un joueur Collision d une voiture

Figure 1.1 — Les catégories d’actions dans une vidéo.

1.2 Les domaines d’applications

Devant l'intérét croissant pour ’analyse d’actions humaines, beaucoup d’applications
sont parues. Certains travaux se sont limités au développement d’applications pour une
action particuliére. Par exemple, Petkovic et al. cherchent & reconnaitre les revers dans

un match de tennis [68]. D’autres, [60, 29] ont ciblé plusieurs actions humaines.



Nous regroupons les applications de Panalyse et de l'interprétation d’actions humaines
en trois domaines. Le premier est Panalyse du mouvement. Ce domaine comprend les
applications dont le but est de se focaliser sur une ou plusieurs parties du corps humain.
.Par exemple 'indexation, la recherche et 'analyse de vidéos de sport basées sur le contenu
‘ [52, 68]. La reconnaissance de problémes orthop‘édiques [46, 61], dans le cadre d’études
cliniques, fait partie aussi de ce domaine. Le deuxiéme domaine est celui de la surveillance
vidéo. Ce dernier regroupe toutes les applications dont 'objectif est le suivi et le controle,
au cours du temps, des actions d’une ou de plusieurs personnes. L’intérét est de pouvoir
sécuriser des lieux [23], controler 'accés a un site sensible en reconnaissant les visages par
exemple [86] ou prévenir des accidents comme pour la surveillance des personnes agées
dans leurs résidences [27]. Certaines applications-de Marketing font partie du domaine de
la surveillance vidéo, comme celle qui nécessite de détecter et compﬁer automatiquement
des individus dans une vidéo [41]. Le troisiéme domaine est celui des interfaces avancées.
_Les applications appartenant & ce domaine visent & faciliter la communication entre
des utilisateurs ou entre un utilisateur et une machine, comme la traduction des gestes
(langage des signes) pour les sourds [81]. Cette communication peut concerner aussi un

_environnement virtuel, comme le cas des jeux vidéo interactifs [57].

Bien que ces applications soient nombreuses, ’analyse d’actions humaines, dans le do-

maine de la vision par ordinateur, se fait suivant des étapes bien précises.

1.3 Schéma général d’un systéme d’analyse d’actions

| humaines

L’analyse compléte d’une vidéo contenant une ou plusieurs actions humaines suit une

méme approche. En effet, plusieurs études [84, 9] définissent trois étapes majehres pour

7



la réalisation de cette analyse. Le traitement commence par l'initialisation, ensuite se suit
par le suivi du mouvement et se termine par la reconnaissance. Le schéma (figure 1.2)

illustre I’enchainement de ces étapes avec un apercu de leurs composantes.

Initialisation

Avamt’
" (calibrage, hypothéses...)

fraitement

Suivi du mouvement
(détection, segmentation...)

En
. Iraitement

Reconnaissance
—>  (caractéristiques, classification. ..}

Figure 1.2 — Les étapes de I'analyse d’une action humaine

L’initialisation est une étape de prétraitement, qui a pour but la préparation des données
nécessaires poﬁr la suite du traitement. Elle peut consister a vérifier les hypothéses ou
méme effectuer le calibrage de la caméra. En général, cette étape nécessite une interven-

. tion manuelle de 'utilisateur.

L’étape du suivi du mouvement se compose, en g‘énérél, de qﬁatre sous-étapes. La pre-
miére est la détection de mouvement. Cette derniére peut étre x'/é_riﬁée par un changement
dans I'image de référence. La seconde, appelée segmentation, consiste & détecter I’objet
mobile et le distinguer des autres, tout au long de la vidéo. Ici, objet réprésente un étre

humain en mouvement. La troisiéme sous-étape définit une représentation pour chaque

8



humain en mouvement. Cette représentation peut étre sous forme d’un Blob ! [20], d’une |
silhouette [35], d’'une combinaison de caractéristiques spatio-temporelles [22], etc. Dans
la quatriéme sous-étape, une correspondance entre les représentations est effectuée, tout
au long de la vidéo. Ceci éermet le suivi, d’'une maniére continue, de I’étre humain tout
au long du mouvement. Dans certains travaux [35], une autre sous-étape s’ajoute. C’est
Videntification d’une partie ou de la totalité du corps humain. La détection d’une par-
tie du corps, comme les jambes [53], les bras [67] ou le corps humain en entier [54], est

souvent utilisée pour faire de la reconnaissance d’actions humaines.

La réconnaissance_ est le résultat final de I’analyse d’une action humaine. Ce traitement
est considéré comme une description sémantique de la vidéo (une personne qui marche,
qui court, etc.). Deux catégories de reconnaissance peuvent étre définies. La premieére,
appelée statique, a pour but de reconnaitre les postures d’une ou plusieurs personnes.
Cette reconnaissance se fait en comparant l'information issue de chaque image (infor-
mation spatiale) de ’action humaine avec celle issue de I'image préenregistrée. Certains
travaux se contentent de comparer les silhouettes [36] pour déterminer la position d’une
personne, si elle est par exemple debout, accroupie ou assise. Dans la deuxiéme catégorie,
I'information temporelle, issue du mouvement, vient s’ajouter & 'information spatiale.
Cette combinaison permet de différencier entre des actions semblables en apparence.
Comme, une personne qui court et une autre qui marche rapidement. La reconnaissance
se base sur un modéle de classification. Il suffit de comparer 'action (mouvement) détec-
~ tée avec celles déja définies dans I’étape d’apprentissage. Certains trévaux se distinguent

par la reconnaissance des actions sans information a priori [91].

Comme décrit précédemment, 'analyse d’actions humaines passe par les étapes d’initia-

lisation, de suivi du mouvement et de reconnaissance. En réalité, la plupart des travaux

1. Blob signifie large objet binaire (Binary Large OBject). Un blob est une région de pixels connectés
dans une image binaire ou en niveaux de gris. En général, le blob se base sur la similarité du mouvement
(ou de la couleur aussi), ainsi que la proximité spatiale. ‘ ' '
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n’utilisent paé ces trois étapes enéemblei En effet, certains se sont focalisés sur le suivi du
mouvement [10, 35, 36, 67], alors que d’autreé sur la reconnaissance [59, 45, 91, 77, 29].
Donc, il est possible d’analyser des actions humaines en passant seulement par une étape
de reconnaissance, sans considérer ’étape du suivi du mouvement. Dans ce cas, la recon-
naissance nécessite un traitement préalable qlii a pour but 'extraction d’informations

(caractéristiques) pour représenter chaque action humaine.

1.4 Les données

Dans leurs travaux de reconnaissance d’actions humaines, les chercheurs utilisent des
bases de données de vidéos. Chaque vidéo représente une personne [60] ou plusieurs
[35] effectuant une action. Cette action peut représenter une activité quotidienne, par
| exemple le fait de marcher, courir, sauter ou s’assoir [45, 77 , 59], ou une activité sportive,
comme jouer au soccer ou pratiquer du tennis [66, 91, 20]. Pour le traitement, méme si
les vidéos sont en couleurs, elles sont souvent transformées en images a4 256 niveaux de

gris [77, 60, 91].

En fonction de 1'objectif du travail, des hypothéses sur les vidéos sont émises. Dans le
cadre de la reconnaissance d’actions hurﬁaines; ces hypothéses se portent sur le mouve-
ment et sur ’apparence visuelle. Pour le mouvement, les plus fréquentes sont : le sujet
reste dans le plan de la caméra, la caméra est fixe, pas d’occlusion, un mouvement lent et
continu. Pour les hypothéses sur apparence visuelle, elles sont considérées selon I'envi- -
ronnement ou le sujet. Généralement, celles qui dépendent de I’environnement sént : une -
luminosité constante, un arriére-plan statique et uniforme. Alors que les hypothéses les
plus utilisées selon le sujet sont : le point de départ connu, le sujet identifié. Le nombre
d’hypothéses dépend de la complexité.. Plus une vidéo‘est complexe, plus le nombre d’hy-

pothéses est grand. Les hypothéses décrites sont détaillées dans le travail de Moeslund
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et Granum [62]. Une fois les données établies, chaque action humaine est représentée par

une ou plusieurs caractéristiques.

1.5 Représentation des vidéos

Pbur faire de l’analyse d’actions humaines, et plus précisément pour la reconnaissance
d’actions (courir, s’asseoir ou taper des mains), différentes caractéristiques sont extraites
de la vidéo. Une caractéristique est un ensemble d’informations qui définissent une vidéo.
Plusieurs caractéristiques peuvent étre extraites d’une vidéo. Cependant, seulement cer-
taines d’entre elles sont pertinentes. Une caractéristique est considérée pertinente, pour
la reconnaissance d’actions humaines, quand elle distingue au mieux une action humaine

des autres.

En 1973, Johansson [43] s’est intéressé & la caractérisation du mouvement humain.
Pour son expérimentation, il a placé sur le corps d’un sujet, des cibles lumineuses-au
niveau de chaque articulation, ensuite il I’a filmé dans 'obscurité .totale. Il a défini ainsi
une caractéristique appelée PCL ou Points Caractéristiques Lumineux ( Moving Light
Display). Plus tard, Cutting et Kozlowski [26], en utilisant les PCL, se sont intéressés a
distinguer les personnes selon leur démarche. Cette caractéristique montre qu’avec peu

d’informations visuelles, il est possible de reconnaitre quelques actions humaines.

Dans leur travail [15], Bobick et Davis utilisent 'Image de I'Historique du Mouvement
(Motion History Image ou MHI) comme caractéristique. Le MHI regroupe le mouvement
effectué au cours du temps en une seule image, ot l'intensité d’un pixel dépend de la ré-
cence du mouvement. Cette récence est exprimée par ['Image de |’énergie du Mouvement
(Motion Energy Image ou MEI). Par exemple, plus le mouvement d’un pixel est récent,

plus I'intensité de ce pixel est grande et vice-versa. Cette caractéristique est illustrée par
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la figure 1.3. L’inconvénient d’une telle caractéristique réside dans le choix du paramétre
de durée. Meng et al. [60] utilisent le principe du MHI en introduisant la hiérarchie,
appelée ’'Histogramme Hiérarchique de PHistorique du Mouvement ( Hierarchical Motion
History Histogramm ou HMHH). Calculé de la méme maniére que le MHI, le HMHH est
considéré selon plusieurs échelles de I'image. Cette derniére caractéristique est non seule-
ment riche en information, mais aussi peu cotiteuse en temps de calcul. En s’ingpirant
du MHI, Masoud .et Papanikolopoulos [59] extrait des caractéristiques du mouvement
humain directement de la vidéo. Ce dernier applique un filtre & Réponse Impulsionnelle
Infinie (Infinite Impulse Response), pour chaque image. L’objectif est de pouvoir repré-

senter le mouvement par sa récence, cette technique est appelée filtrage récursif.

(c)

(a)

Figure 1.3 — Les caractéristiques MEI et MHI. (a) Image originale, (b) MEI et (¢) MHI.

Pour représenter une action humaine dans une vidéo, le choix de points caractéristiques
est une solution efficace. Dans ce sens, beaucoup de chercheurs optent pour des points
contenant le maximum d’information sur le mouvement dans une vidéo, appelés points

d’intéréts. Ces derniers, utilisés pour 'image [28], se sont généralisés a la vidéo [59]. Les
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premiers & utiliser ces derniers points sont Schiildt et al. [77], dans le but de faire de
la reconnaissance d’actions humaines. Avec la méme approche que Harris et Stephens
[37] pour P’extraction des points d’intéréts spatiaux, Laptev et Lindeberg [49] détectent
les différents points, ot I'information spatiale et temporelle locale connait des variations
significatives. Dollar et al. [29] proposent un détecteur de comportement et d’actions
humaines (expression faciale et activités humaines) basé sur des points d’intéréts spatio-
temporels (patches). Ce détecteur est un filtre temporel avec une paire de quadratures
de filtres de Gabor & une seule dimension. Toujours pour la représentation d’une action
par des points spatio-temporels, Kienzle et al. [45] s’binspirent du détecteur de Dollar
et al. pour réaliser un détecteur basé sur un modéle du mouvement de ’ceil humain.
La figure 1.4 représente des points d’intéréts spatio-temporels, extraits d'une vidéo d’ac-
tion humaine, selon différents détecteurs. Nous remarquons que la méthode de Kienzle
et al.[45] produit le plus de points d’intéréts par rapport a celles de Dollar et al. [29]
et de Schiildt et al. [77]. Cependant, la méthode [45] produits des points qui ne se
trouvent pas sur I'objet en mouvement. L’étude de Niebles et al. [66] se distingue des
autres par sa reconnaissance de plusieurs actions dans uné méme vidéo. Pour atteindre
un tel objectif, chaque vidéo est représentée par une collection de rectangles, appelés
Mots Spatio-Temporels (Spatial- Temporal Words), extraits & partir des points d’intéréts

'spatio-temporels. Chacun de ces rectangles appartient & une action déja définie.

Pour Zelnik-Manor et Irani, une action est un objet temporel de longue durée. Dans leur
travail [91], des caractéristiques spatio-temporelles locales sont extraites sous différentes
échelles temporelles. L’objectif est de construire une pyramide temporelle (temporal py-
ramid) pour toute la vidéo. Ils estiment le gradient spatio-temporel local pour tous les
points, & chaque échelle. Ils construisent aprés un histogramme de ce gradient normalisé.
Finalement, une distribution multidimensionnelle (le nombre d’échelles multiplié par les

dimensions spatio-temporelles) est estimée pour représenter chaque action.
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ET. CAMD.

Figure 1.4 — Les points d’intéréts pour trois détecteurs spatio-temporels. (a) Schiildt
et al. [77], (b) Dollar et al. [29], (¢) Kienzle et al. [45].

D’autres caractéristiques, pertinentes aussi, sont utilisées pour reconnaitre des actions
humaines. Par exemple, Ke et al. [44] représentent les actions par des caractéristiques
volumétriques spatio-temporelles. Ces derniéres sont calculées & partir du flot optique

horizontal et vertical de chaque point, tout au long de la vidéo.

1.6 Reconnaissance

Une fois les caractéristiques extraites de la vidéo, il reste a reconnaitre 'action. Cette
reconnaissance se fait par la comparaison de ses caractéristiques avec celles prédéfinies
lors de l'initialisation. Pour cette fin, des modéles de classification sont développés. Le
modéle de classification se compose en général d’une initialisation, d’un apprentissage et
d’une comparaison. Lors de ’étape d’initialisation, des classes d’actions humaines sont
définies a priori. L’apprentissage consiste & identifier ces classes, alors que la comparaison

a pour résultat I’affectation d’une action humaine & sa classe d’appartenance.

Certains travaux optent pour une étape de réduction de données comme préalable 2

la classification. En effet, les chercheurs obtiennent ainsi une représentation moins re-
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dondante, plus compacte et surtout plus discriminative, ce qui facilite la classification
et réduit le temps de calcul. La méthode la plus utilisée est I’Analyse en Composantes

Principales {44, 59, 48, 22].

Différents modéles de classification sont utilisés dans la littérature. Certains de ces mo-
déles sont temporels, tels les modéles des Chaines de Markov Cachées ( Hidden Markov
Models ou HMM). Pour la classification; HMM est un des modéles plus utilisés [48, 20].
L’objectif principal des HMM est de réaliser une association de données variant a travers
le temps. En fait, les HMM sont des machines 3 états non déterministes qui, selon une
entrée, passent d’un état & un autre par des probabilités de transition variées. Un des
‘intéréts du HMM réside dans sa capacité & faire de la mise a jour des données d’appren-
tissage, tout au long du processus. Comme autre avantage, ce modéle permet d’ajouter
facilement de nouvelles actions. Son long temps de calcul reste la faiblesse principale de

ce modéle.

Les autres modéles, considérés comme non temporels, sont utilisés dans la reconnaissance
d’actions huméines sous différentes formes. Comme le Séparateur & Vaste Marge (Sup-
~ port Vector Machine ou SVM) [77, 45, 60]. Malgré sa classification robuste, la fonction
de décision est couteuse en temps de calcul. Cristianini et Shawe-Taylor [25] décrit par-
faitement ce modéle. Une autre approche intéressante est celle des Réseaux de Neurones
[45, 32]. Ce type de modéle a ’avantage d’étre fonctionnel pour de grandes bases de don-
nées. D’autres travaux ont opté pour la méthode des K plus préches voisins ( k-nearest
neighbors ou Kppv) [29, 77]. Cette méthode nécessite de définir d’avance un nombre k
de Voisins. Pour chaque donnée en entrée, la classe, contenant le plus grand nombre de
voisins trouvé parmi ces k voisins, est la classe d’appartenance. En général, le choix du
nombre k influence beaucoup les résultats de la classification. Plus k est grand, plus il
devient moins sensible au bruit, et moins il s’adapte aux petites bases d’apprentiséage. Le

modeéle k-moyennes (k-means) est utilisé aussi comme un modéle non temporel [45]. Ce
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modéle partitionne des données d’apprentissage en k classes distinctes, avec un nombre k
fixé lors de 'initialisation. Aprés plusieurs itérations, un centre de gravité est trouvé pour
chaque classe. La donnée est affectée alors & la classe du ‘plus proche centre de gravité.
Niebles et al. utilisent l’Anélyse Sémantique Probabiliste ( Probabilistic Latent Semantic
andlysz's ou pLSA) comme une approche statistique pour construire un vocabulaire [66].
Cette méthode se base sur un appren’tissage automatique des distributions de probabilités

des mots spatio-temporels.

D’aufres travaux se basent sur le calcul d’une distance pour classer leurs données. Le
choix de la métrique joue un réle important dans la classification d’actions humaines.
Masoud et Papanikolopoulos [59] s’inspire de la distance de Hausdorff pour déterminer
trois modéles de classification : Distance Minimum (DM), la Distance Moyenne Minimum
(DMM) et la Moyenne des Distances Minimum (MDM). Dans [91], Zelnik-Manor et Irani
utilise la distance x? alors que Bobick et Davis [15] choisissent la distance de Mahalanobis "

pour comparer leurs caractéristiques.

1.7 Conclusion

Dans ce chapitre, un état de l'art sur Panalyse d’actions humaines en général, et la
reconnaissance de ces actions en partiéulier, est dressé. Plusieurs travaux se sont foca-
lisés sur le suivi du mouvement [35, 36, 67], aiors que d’autres sur la reconnaissance
[59, 45, 91, 77, 29]. Ces deux traitements, généralement successifs, peuvent étre indépen-
dants. Dans ce cas, la reconnaissance nécessite un traitement préalable qui a pour but
I'extraction d’informations (caractéristiqués) pour représenter chaque action humaine.
Dans la littérature, plusieurs caractéristiques ont été utilisées. Elles peuvent étre sous
forme d’une image du mouvement ou de points d’intéréts. Sauf qu’il est difficile de dé-

terminer la caractéristique pertinente, celle qui distingue le mieux une action humaine.

16



Aprés I'extraction de la caractéristique, une vidéo est affectée, selon un modele de classi- -
fication, & la catégorie d’action correspondante. Dans la suite de ce mémoire, nous allons
proposer notre approche pour la reconnaissance d’actions humaines. En basant sur une
nouvelle caractéristique, nous utilisons différents modéles de classification. L’objectif est
de mettre en valeur ’apport de notre caractéristique, ainsi que les performances de chacun

~ des modéles utilisés.
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CHAPITRE 2

Approche pour la reconnaissance

d’actions humaines

L’objectif de notre travail est la reconnaissance d’actions humaines. Nous procédons par
étapes dans le but d’avoir des résultats comparables par rapport a 'existant. D’abord,
nous cherchons les caractéristiques qui représentent au mieux nos actions vidéo. Puis,
nous procédons a une réduction pertinente des données, ce qui nous permet de réduire le
volume des données a traiter, et enfin nous procédons a la classification selon le modéle
le plus adapté. La figure 2.1 représente un schéma récapitulatif de notre approche pour

la reconnaissance d’actions humaines.
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Figure 2.1 — Schéma de I'approche pour la reconnaissance d’actions humaines.

2.1 Extraction des caractéristiques

Le choix des caractéristiques dans notre modele découle des méthodes de reconnaissance
d’actions humaines (Section 1.5). Ces méthodes reposent généralement sur une caractéris-
. tique spatio-temporelle. Qué cela soit les points d’intéréts spatio-temporels de Laptev et
Lindeberg [49] ou les patches de Dollar et al. [29], ce genre de caractéristiques s’est avéré
plus efficace pour la reconnéissanée d’actions humaines que les modéles basés sur le flux
optique ou les caractéristiques de suivi. Parmi les limites de ces derniéres caractériétiq_ues,

il y a les problémes d’occlusion ou de formes d’objets non rigides [49, 29, 91, 66].

Une caractéristiqu.e spatio-temporelle intégre une information spatiale indiquant la forme
| de I'objet et une information temporeile qui indique un changement temporel. Les deux
. informations combinées apportent alors une information sur un objet en mouvement.
Parmi les caractéristiques spatio-temporelles, les points d’intéréts spatio-temporels de
Laptev et Lindeberg [49] et les patches de Dollar et al. [29] sont les plus connues,
d’ailleurs d’autres céractér_istiques en découlent. La limite de la premiére réside dans le
peu d’informations générées [29], alors que le temps de calcul de la deuxiéme représente

sa limitation principale [66]. Dans notre travail, nous cherchons a remédier a ces limites
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par le choix de deux caractéristiques au lieu d’une seule. Notre choix est motivé par le -
taux élevé d’information générée que peuvent avoir deux caractéristiques combinées, tout

en ayant un temps d’exécution raisonnable.

2.1.1 Les points d’intéréts spatio-temporels

Dans plusieurs travaux de reconnaissance d’actions humaines (section 1.'5), nous remar-
quons que les points d’intéréts sont les plus utilisés et cela pour les avantages qu’ils.
offrent : robustesse aux occlusions et aux problémes d’ouverture, présence sur presque
toutes les images, efc. Un point d’intérét spatial se définit comme une discontinuité,
dans deux dimensions,‘de la foncfion d’intensité ou de ses dérivés. Laptev et Lindeberg
ont généralisé cette définition pour atteindre trois dimensions [49]. Les points d’inté-
réts sont utilisés dans plusieurs domaines, dont la reconnaissance, la segmentation et la
mise en correspondance. Différents détecteurs de points d’intéréts existent, notamment
le détecteur de Harris, détecteur de Moravec, SIFT. Dans notre travail, nous nous inté-
ressons au détecteur SIFT (Scale Invaridnt Features Transforms) [28] pour ses propriétés

intéressantes. Nous décrivons en ce qui suit ce détecteur.

Soit I une image donnée et L(x,y,0) I'espace échelle défini par :

L(z,y,0) = G(z,y,0) * [(z,y), (@2
avec
1 _ zz+y2)
| G(l’,y,O’) = 271_0_26 2%, (22)
ol o est I’échelle. ' .
D(z,y,0) = (G(z,y,ko) - G(z,y,0)) *I(z,y) (2.3)
= L(z,y,ko) — L(z,y,0) . (2.4)
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La différence de gaussienne LoG est approximée en utilisant I’équation de la diffusion de
la chaleur tel que : '

G(z,y, ko) — G(z,y,0) ~ (k — 1)o?V3G, | (2.5)

Par conséquent,

D(z,y,0) = (k —1)0*V?G * I(z,y), (2.6)

Il s’agit maintenant de localiser les extrémums de D(x,y, ko). Pour cela, chaque point est
comparé avec ses huit premiers voisins, ainsi que les neuf autres voisins de 1’échelle d’apres
et Péchelle d’avant. Ce point est considéré maximum local, si sa .valeur est plus grande
que celles de ses voisins. De la méme maniére, les minimums locaux sont obtenus. Cetté
méthode pose le probléme des faux extrémums, en supprimant ceux qbui possédent une
faible valeur de D(x,y, ko). 'Comme le souleve D.G. Lowe [28], deux extrémums peuvent
exister pour chaque co6té d’une ellipse. Il est donc nécessaire d’affiner cette recherche
d’extrémums. Pour ce faire, Papproche utilisée est celle du développement de Taylor de
la fonction multi-échelle D(z,y,0). Pour un point, cette fonction est représéntée comme
suit :

DT 1 76*D7

D(z) =D+ I + 3% .2

x (2.7)

avec D la dérivée & un point = = (z,y,0)7. Lorsque, la dérivée de cette fonction est égale

« . 4 ~ 4 s a 2p-1 . ~ e,
& zéro, I'extrémum 2 est déterminé, tel que & = —£2-22 La fonction D(2) est utilisée

pour rejeter les extrémums avec un contraste faible. Il suffit pour cela de substituer Z

dans 'équation 2.7 et vérifier si D(&) est supérieur & un certain seuil 7.

T
16D” . (2.8)

D@#) =D + =
(%) D+25m?

Cela reste insuffisant, puisque des points appartenant au contour, ayant un contraste fort,
ne sont pas réellement des points d’intéréts. Pour remédier & ce probléme, une solution,

en exploitant la courbure, a été proposée par D.G. Lowe [28]. Cette solution consiste
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a éliminer les points d’intéréts ayant une large courbure principale dans la direction du
contour et une petite dans la direction perpendiculaire. La matrice H (matrice Hessienne)
est utilisée pour le calcul des courbures. Les valeurs propres de H sont proportionnelles a
la courbure principale de D. En considérant ces remarques, il suffit de chercher les valeurs
propres de la matrice Hessienne 2 x 2 aux coordonnées et a ’échelle du point d’intéréts,

afin de savoir si ’extrémum est mal défini ou pas.
i (Dz:): Dacy)
Dy Dy,
L’approche de Harris et Stephens [37] montre qu’il n’est pas nécessaire de chercher les
valeurs propres, mais seulement leur ratio. Soit « la valeur propre ayant la plus grande
amplitude et § celle ayant la plus petite. Il'est possible de calculer la somme des valeurs

propres par la trace (Tr) de H, et le produit par le calcul du déterminant (Det) de H
tel que :

TR(H) = Dg+ Dy =a+p (2.9)
Det(H) = DyzDyy — (Dyy)? = af3, (2.10)

Soit r, le rapport entre « et 3 tel que oo = 3 alors

Tr(H)? (a+B) (rB+p)? (r+1)>
‘ Det(H) o af B r2 - r ) (211)

La quantité diminue lorsque les deux valeurs propres sont égales, et elle augmente

(r+1)2
r N

quand 7 augmente. Pour vérifier si le ratio de la courbure principale est plus petit qu’un

certain seuil r, il suffit de vérifier :

TR(H)? - (r+1)2

Det(H) r

(2.12)

Notons que r = 10 définit expérimentalement par [28]
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‘Pour chaque point d’intérét, un vecteur de caractéristiques est calculé tel que ce vecteur
préserve l'invariance a la rotation. D.G. Lowe [28] a procédé au calcul de Porientation

6(z,y) et Pamplitude m(z,y) du gradient, pour chaque point de L, tel que :

m(@,y) =@ Ly~ Lo - Ly2+ Loy + D) - Ly - P (213)

0(z,y) =tan™'((L(z,y +1) — L(z,y — 1))/(L(z + 1,y) — L(z — L,y))) (2.14)

Un histograri_lme d’orientations est calculé, alors, dans une région autour du point d’in-
térét trouvé. Chaque région est formée de 16 x 16 éléments divisés en quatre sous régions.
Chaque sous région contient quatre histogrammes d’orientations. Chaque histogramme
est échantillonné en huit bins selon les orientations. Les amplitudes sont accumulées dans

chaque bins. D’oul un vecteur de caractéristiques de 4 x 4 x 8 = 128 données.

Ce détecteur donne des points étant représentés chacun par un vecteur de caractéris-
tiques invariant au.changement de rotatiOn, de translation, d’illumination et au petit
changement de point de vue. Pour notre travail, nous adaptons ce détecteur en fonction
de nos besoins. Mélgré ses avantages, ée détecteur présente certaines limitations. Pre-
miérement, c'est un détecteur spatial. Deuxiémement, appliqué a une image, ce dernier
. fournit beaucbup d’informations (un grand nombre de points, avec pour chaque point un
vecteur de 128 données). Pour une vidéo, cette quantité d’information devientl difficile
a gérer. Troisitmement, ce détecteur génére des points qui ne sont pas trés utiles pour
ﬁotre travail. Comme le cas des points qui se trouvent dans le fond des images ou dans
un objet fixe de la vidéo. La lenteur d’exécution du détecteur reste sa derniére limitation,
elle est due au grand nombre de convolutions & effectuer pour la détection de points.
L’exécutable fourni par D.G. Lowe [28] prend a peu prés six secondes pour une imagé de
200 x 300 pixels. Pour le traitement d’une vidéo de 1 minute échantillonnée a 20 images

‘par seconde, ce détecteur prend 2 heures (60 * 20 % 6 = 7200 secondes).
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Maintenant, nous cherchons ce que nous appelons les zones d’intéréts. Chaque zone est
une région de 'image ot un mouvement est effectué. Pour détecter cette région, nous
calculons le contour spatio-temporel (défini dans la section suivante). Nous agrandissons
la région trouvée, pour étre sir que 'objet en mouvement soit considéré. Dans nos expé-
riences, nous augmentons la taille de cette région de quinze pixels dans les deux sens de
I'image. Donc, cette région de I'image contient de 'information sur le mouvement dans
la vidéo. Aprés avoir détecté les zones d’intéréts dans la vidéo, il suffit de chercher les
points d’intéréts, selon le détecteur SIFT, se trouvant dans chaque zone. Ces points d’in-
téréts sont alors des points d’intéréts spatiaux dans une zone de changement temporel
~(zone d’intérét). La figure 2.2 page 27 illustre ces points d’intéréts contenus dans une

zone d’intérét.

Dans la suite, ces points sont appelés Points d’Intéréts Spatio-Temporel (PIST). Notre
" détecteur de pointsv d’intéréts est nommeé alors SIFT spatio-temporel. Ce détecteur a
l’avantage de donner des points d’intéréts d’une quantité suffisante pour caractériser
seulement le mouvement dans une vidéo. Nous obtenons un temps d’exécution plus rapide
que le SIFT, tout en gardant les mémes avantages (invariance au changement de rotation,

de translation, d’illumination et au petit changement de point de vu).

2.1.2 Le contour spatio-temporel

Aprés avoir extrait les points d’intéréts spatio-temporels de la vidéo, nous remarquons
que certains points n’appartiennent pas au mouvement de ’objet. Comme illustré par la
figure 2.2, nous remarquons des points sur la poitrine du sujet, alors que celle-ci ne bouge
pas. Pour avoir plus de précision sur le mouvement, nous choisissons, comme deuxiéme
caractéristique, le contour_i spatio-femporel. Le contour englobe tout l‘e mouvement d’un

objet. En plus, nous avons déja calculé précédemment, lors de extraction des zones
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d’intéréts, ce qui nous garantit un gain considérable en temps de calcul.

Un contour spatial dans une image I(z,y) est une ligne sur laquelle se produit les plus

grandes variations de [ . Soit G le gradient de I défini par :

G =Vi= (2.15)

Le module et le vecteur directeur du gradient de / sont donnés par :

Fil-[G-G)] ew

-—

g= YL | (2.17)

V7]
Un point appartenant au contour spatial est trouvé lorsque le module de son gradient est
supérieur 4 un certain seuil. Pour inclure 'axe du temps, nous géhéralisons ce contour
en nous inspirant des travaux de Laptev et' Lindeberg [49]. Ce nouveau contour est
appelé Contour Spatio-Temporel (CST). D’aprés [49], nous pouvons construire pour une
séquence d’images V : R2 x R, — R, un espace d’échelle linéaire L : 2 x R x R2 — R
en appliquant une convolution a4 V' par un noyau gaussien spatio-temporel de variance

spatiale o7 et de variance temporelle 77.

Etant donnée une séquence V de N images telle que :

V(l’,y,t) = 11(50'>Z/),I2($,y),----JN(%y) | (218)

et un noyau gaussien spatio-temporel défini par :

exp(—(a® +y*)/207 —*/277)  (2.19)

1
C g2 22Y o
g(a"?y)t? Ul 7Tl ) - (277_)30_?7_12

alors,

L(s0f,77) = g(507,77) % V(:) ' (2.20)
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A partir de ce modéle, nous cherchons le gradient spatio-temporel F' en appliquant une

convolution & V par les dérivées partielles de la fonction du noyau gaussien g tel que :

v

| oz
F=VV=|% - (221)

av

ot

avec

88_\; = Vi(z,y,t) = g, * V(z,y,1) (2.22)
%Z— V(e 3,0) = gy * Vi@ ,1) (2.23)
=Wyt =g V(y0) (224)

Pour détecter le contour, nous calculons le module du gradient |F'| donnée par :

(5) -G ()

et nous vérifions si ce module est supérieur & un certain seuil r. Nous calculons aussi

|F| = '5 V’ = (2.25)

Porientation du gradient. Comme le gradient spatio-temporel est en 3D, son orientation
doit comprendre alors deux angles, 6 qui est 'angle spatial et p I’angle temporel par

rapport a z tel que :

6 = arctan(F,/F,) et p = arctan(F,/F;) (2.26)

Ces orientations sont donc appelées Contour Spatio-temporel (CST). Cette caractéris-

tique CST est illustfée par la figure 2.3 page 28.
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2.1.3 Algorithme et résultats expérimentaux

En résumé, I’algorithme d’extpaction des caractéristiques prend en entrée une vidéo V, et -
géneére en sortie deux caractéristiques CST (Contour Spatio-Temporel) et PIST (Points
d’Intéréts Spatio-temporel). D’abord, pour chaque image i de V, les trois dérivées par-
tielles en 7 par rapport & z, y et t sont calculées selon I’équation 2.21. Le module du
gradient est calculé selon I’équation 2.25. Nous vérifions pour chaque point, s’il est su-
périeur & un certain seuil r. Ainsi., le Contour Spatio-Temporel (CST) est obtenu. Les
deux vecteurs direbteurs du gradient spatio-temporel sont ensuite calculés a chaque point
du contour, selon l’équdtion 2.26.vLa zone qui englobe le CST définit alors notre zone
d’intérét, dont la dimension dépend du CST obtenu. Aprés, les différences d’images sont
calculées a différentes échelles pour chaqﬁe zone, selon I’équation 2.4. Nous trouvons en-
suite les extrémums locaux de D(z,y, ko). A partir de ces derniers, n-ous éliminons tous
les points ayant un contraste faible, en substituant les points ayant D(&) (équation 2.8)
plus petit qu'un seuil donné. Les points avec un contraste élevé ayaht une large cour-
bure.sont aussi enlevés, en utilisant le ratio deé valeurs propres de la matrice Hessiennne
(équation 2.12). Les points restants sont alors les PIST. Le vecteur directeur et I'ampli-
tude de chaque PIST sont calculés selon ’équation 2;13 et 2.14. Finalement, le vecteur

de caractéristiques de 128 données est construit pour chaque PIST:.

Nous avons expérimenté les car‘actéristiques CST et PIST sur 600 vidéos d’actions hu-
maines. Ces vidéos sont échantillonnées é 25 images & niVeauk de gris par secondes, avec
une résolution de 160 x 120. Pour ces testé,l nous avons utilisé un ordinateur muni d’un
processeur T5750 Intel Core 2 Duo, cadensé & 2*%2.00 GHz et muni de 3 Go de mémoire
vive. Pour la caractéristique CST, nous obtenons un temps de traitement moyen de 28
secondes pour une vidéo cbntenant 500 images. Ceci donne un taux de traitement moyen
de 18 images/seconde. Nous constatons alors que Pextraction du CST est rapide. Pour

extraire les PIST, notre algorithme a besoin, en moyehne, de 10 minutes pour traiter
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une vidéo de 500 images. Donc le taux de traitement moyen est de 0,8 image/seéonde.
Nous remarquons que ce temps obtenu est court aussi. En comparaison avec l’exécutable.
de D.G. Lowe [28], pour une méme taille d’image, nous obtenons un taux moyen de 0,5
image/seconde. Ceci confirme la rapidité de notre algorithme. Comme mentionné précé-
demment, les PIST nécessitent I'extraction du CST afin d’obtenir les zones d’intéréts.
Donc le temps de traitement obtenu pour les PIST inclut celui de 'extraction du CST.
Nous appelons ces deux caractéristiques combinées l'information CSST (Contour et Sift

Spatio-Temporel).

La figure 2.2 présente trois images décrivant une personne qui bouge les bras. Comme
illustré par cette figure, certains points, détectés parmi les PIST, se trouvent sur ’ab-
domen du sujet. Or, aucun mouvement n’est, effectué dans cette partie de I'image. Donc
les fausses détections sont considérées comme des limitations pour les PIST. Dans le cas
de variations du zoom dans une vidéo, la caractéristique du CST confond le mouvement
de la caméra avec le mouvement de l'action. Ce que nous considérons comme une des
limitations du CST. La figure 2.3, illustre les résultats obtenus pour la caractéristique

CST.

Figure 2.2 — Les points d’intéréts dans une zone d’intérét
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Figure 2.3 — Le contour spatio-temporel pour o = 1.2 et 72 = 1.0.

2.2 Reéduction des données

Notre objectif est d’obtenir des caractéristiques en quantité suffisante et significatives. Les
caractéristiQues spatio-temporelles, obtenues dans la section précédente, sont appelées la
caractéristique CSST (Contour et Sift Spatio-Temporel). Pour chaque vidéo un grand
nombre de données CSST sont générées. En effet, pour chaque image I de la vidéo V, le
SIFT Spatio-Temporel fournit un nombre de points d’intéréts N;. Le nombre total des

PIST (Points d’intéréts Spatio-Temporel) pour une vidéo de m images est :

Ny = i N; (2.27)

=0
Chaque PIST correspond & un vecteur de 128 données. Alors, pour une vidéo de m = 200
images et de N; = 50 points d’intéréts en moyenne, nous obtenons 10000 vecteurs de 128
dimensions. Ceci représente une grande quantité de données & gérer. Dans la plupart
des modéles de classification, que ca soit le SVM, le Kppv ou la Régression logistique,

chaque donnée en entrée (vidéo) est représentée par un vecteur de données décrivant une
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caractéristique. En général, ces modéles considérent un nombre limité de caraétéristiques.
Pour cette raison, il est impératif de diminuer le grand nombre de données obtenues par le
SIFT spatio-temporel. Nous utilisons, a cette fin, I’Analyse en Composantes Principales
(ACP). Soit #,...pY,, des PIST d'une vidéo V, et M la matrice des vecteurs de ces PIST,

centrée et réduite.

‘ ai ... aj,128 \
L = ,
P1 . .
]1 a . a
—~ S
Py aNo,l 50,128
o~ 4 PPN !
. 7 1,1 1,128
I
o
M — le a’Nl,l ce a’N1,128
- ) —
Y4 ayp ... (31128
I; ' : :
= o
p_l)’i aN;1 -+ ON;128
P ay1 oo Q1128
I o :
o 4 . .
Pn,,
ANy oo ANg,,128

La matrice M,. de variance-covariance est donnée par :

1
M, = FthM (2.28)

Le principe de PACP est de trouver un axe u, issu d’une combinaison linéaire de nos
vecteufs de données, tel que la variance du nuage autour de cet axe soit maximal. Nous
~ appliquons 'ACP sur nos données pour réduire la dimension de notre espace. Aprés
expérimentation, nous remarquons qu’en moyenne, la premiére valeur propre associée
au premier vecteur propre est de 28.88% avec un écart-type 3.25%, et atteint 58.1%
pour les 5 prémiéres avec un écart-type de 2.23%. Ces rééultats sont, calculés pour un

échantillon de 182 vidéos parmis les vidéos de la base de données décrite dans la section
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suivante. En se limitant aux cinq premiers vecteurs propres, le nombre de données diminue
significativement. Mais, il en reste que c’est toujours un grand nombre pour les modéles

de classification.

D’aprés I’ACP, le premier vecteur propre est la meilleure représentation des données en
une dimension (1D). Partant du fait que notre premier vecteur propre décrit en moyen
28.88% de linertie totale des vidéos, ce qui est considérable pour 128 dimensions en
total, et sachant que ¢’est la meilleure représentation en (1D), nous choisissons, albrs, de
représenter nos données selon le premier vecteur propre de dimension 128. Ceci réduit

considérablement la représentation des données.

Pour le CST, les vecteurs directeurs sont utilisés comme caractéristique a part. Pour
chaque image [, 'orientation temporelle génére un grand nombre de données, surtout si
le mouvement est rapide. Par conséquent, une étape de réduction de données s’impose. -
Nous créons pour chaque image I de la vidéo V, un vecteur d’orientatidns de dimension
l,“ en effectuant un échantillonement d’un bin égal a 7. Nous avons expérimentalement
les meilleurs résultats de classification pour [ = 32. Ce vecteur se compose du nombre
d’orientations par bin de longueur égale a 55 pour chaque image, (ou les orientations
varient de 0 & 7). Par exemple, pour une vidéo contenant 300 images, il y a 300 vecteurs de
32 orientations. A la findela réduction des données par I’ACP pour cette caractéristique,

il en résulte deux vecteurs de 32 valeurs chaque, un vecteur pour les orientations spatiales

et un pour les orientations temporelles. Ceci est illustré par le tableau 2.1

3 ] o [ o [ .. 2 | 1 ] 9 | 0
050w L T L L R A

Tableau 2.1 — Exemple de vecteur d’orientations du gradient
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En résumé, notre algorithme de réduction de données prend en entrée tous les PIST de la
vidéo V et le vecteur directeur de chaque point appartenant au CST de V. Rappelons que
les PIST sont calculés séparément pour chaqﬁe zone d’intérét. Nous obtenons en sortie
un seul vecteur pour tous les PIST et un histogramme des orientations pour chaque zone
d’intérét de V. Nous commencons par rassembler tous les PIST dans une matrice M.
Cette derniére est ensuite réduite, centrée & I'aide de ’ACP. Notons que les points, qui
se répétent, sont éliminés, donc ils ne sont pas considérés par I’ACP. La dimension d’une
telle matrice M est.de 128 le nombre des PIST obtenus. Selon I'équation 2.28, la matrice
de variance-covariance M, est calculée. De celle-ci, nous obtenons les vecteurs propres
et les valeurs propres de M. Au final, nous choisissons le premier vecteur propre pour
_ qu’il soit le vecteur représentatif des PIST. Pour les orientations, l'algorithme consiste
d’abord a construire un vecteur dé 32 bins, pour chaque zone d’intérét. Ensuite, le nombre
d’orientations variant dans un bin de longueur /32 est calculé, tel que les angles du

vecteur varient entre 0 et .

2.3 Apprentissage et classification des actions humaines

Aprés Dextraction des caractéristiques et leur réduction, nous cherchons une méthode
pour la classification des actions humaines présentes dans les vidéos. Inspirés des travaux
antérieurs, nous choisissons d’abord un modéle de classification simple. Ce modéle est la
classification par les K plus proéhes voisins (Kppv). Et nous expérimentons, ensuite, un
nouveau modéle de classification des actions humaines, éppelé Modéle Bayésien pour la

Régression Logistique.
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2.3.1 Classification par les K plus proche voisins (Kppv)

Soit yq, - - - »Ye des classes d’actions humaines comme marcher, cqurir, applaudir, avec ¢
le nombre total d’actions. Comme illustrée dans la figure 2.4, une action est formée de
plusieurs zones d’intéréts non nécessairement connexes. A chaque action est associée alors
une information CSST. Cette information est représentée par un ensemble de vecteurs,
qui nous permettent d’affecter une vidéo V & une classe y;. Pour cela, il est indispensable
d’avoir un modéle de classification. Un des plus utilisés dans la littérature (Section 1.6)

est le Kppv ou les K plus proches voisins.

Avant d’effectuer la classification, ce modéle passe par une étape d’apprentissage. En
effet, un ensemble d’apprentissages T se constitue des informations CSST des vidéos
d’apprentissage. T est divisé en sous-ensembles, représentant chacun une classe d’actions
humaines y;. Donc chaque vidéo de I'ensemble d’apprentissages est étiquetée selon sa
classe d’appartenance. Pour classer une vidéo V en entrée, le modéle calcule d’abord
la distance d(-,-) (euclidienne, cosinus...) entre l'information CSST de V et celles de
toutes les vidéos de I’ensemble T'. Ensuite,'le Kppv effectue un tri croissant des distances
obtenues. En vérifiant I’étiquette qui se répéte pour les k£ plus proches voisins, le modéle

attribue une classe d’appartenance 4 V selon cette étiquette.

Figure 2.4 — Les zones d’intéréts.
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Sachant que le CSST se compose de deux informations, nous choisissons d’abord de traiter
par le Kppv chacune-de ces informations & part, et d’additionner ensuite les résultats
obtenus selon une pondération. En effet, pour la caractéristique PIST, une vidéo V est
représentée par un seul vecteur U, contrairement au CST qui en résulte un vécteur pour
chaque zone d’intérét Z;. Donc pour une vidéo V, nous cherchons par le Kppv la vidéo
ayant la plus petite distance d(-,-) avec U. Pour le CST, nous calculons une distance
© qui sépare chaque vidéo V' d’une vidéo d’apprentissage Vi de T. Cette distance est une
moyenne des distances entre chaque zone d’intérét Zj de V et la zone correspondante
Zr,. Cette derniere se définit comme une zone de la vidéo d’apprentissage Vr, ayant la

plus petite distance avec Z;.

Pour le Kppv, Qian et al. [70] montrent que la distance euclidienne et la distance cosinus
sont similaires et donnent de bons résultats, lorsque le nombre de voisins k est grand.
Toujours selon ces auteurs, dans le cas d’une combinaison de caractéristiques, la distance
cosinus devient plus performante que ’euclidienne, avec un temps d’exécution plus court.
| Lorsque le nombre de \;oisins k est petit, la classification par ces deux distances est
variante. Sachant qu'il existe peu de bases de données avec une grande quahtité de vidéos
d’actions humaines, un grand échantillon d’apprentissage devient difficile 4 former. Nous
devons pour ca étudier ces deux distances. La distance euclidienne se définit pour un
vecteur de n dimensions, pour V' (la donnée a classer) et Vp (une donnée appartenant a

’échantillon d’apprentissage), par :

() = | Y _(Vi—Vp)? | (2.29)
et la distance cosinus par :

d(.,.) = cos(V; V) = | | (2.30)



2.3.2 Algorithme de classiﬁcatidn par Kppv

thre algorithme pour le Kppv a én entrée un ensemble d’apprentissages T's des premiers
vecteurs propres pour les PIST, un ensemble d’apprentissages Ty de vecteurs d’histo-
grammes d’orientations du CST, une vidéo V d’ﬁne action humaine et un nombre de
voisins k. En sortie, nous obtenons la classe d’actions correspondante & la vidéo V. Nous
commengons par 'extraction des caractéristiques, pour appliquer aprés I’algorithme de
réduction de données pour obtenir le vecteur propre Vs et ’ensemble de vecteurs V.
Nous formons ensuite 1’ens§mble Es(Vs,Ts,d(.,.),k) des k pius proches distahces cal-
culées pour Vs par rapport a Ts. La distance d(.,.) est soit euclidienne ou cosinus. De
la méme maniére, nous formons I'ensemble Ex(Vy,Ty,d(.,.),k) des k plus proches dis-
tances calculées pour Vi par rapport a Ty. Pour construire un tel ensemble, nous cal-
culons la distance entre V} et ), pour chaque vecteur d’histogramme V}; de Vi et ),
de t‘H (une vidéo appartenant & Ty). Cette derniére étape est répétée chaque vecteur
tﬁ,. Nous retenons ainsi la distance dn, étant la plus petite par rapport a V4. Nous
répétons aussi ces trois derniéres étapes pour le reste des vecteurs V. Une distance
moyenne dp,,(ty) de toutes les d,;,, est ainsi cdlculée. Nous obtenons donc, pour chaqué
élément ¢ty de Ty, une distance d,,;,(tg) par rapport & Vg. Nous calculons cette derniére
distance pour le reste des éléments tg de T4. Pour‘chaque classe y;, nous calculons le
nombre d’éléments Dg dans Fg(Vs, Ts,d(.,.), k), et le nombre d’éléments Dy, contenu
dans Fy (.VH, Ty, d(.,.), k). Nous combinons alors les deux nombres de voisins pour chaque
classe y;, avec une pondération « et (3 trouvée expérimentalément, tel que le nombre total
D’T =aDg + 5DH Finalement, la vidéo V est attribuée a la classe ayant la plus grande‘

Di.
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2.3.3 Classification par un Modéle Bayésien de Régression Lo-

gistique

Selon R. Ksantini et Dubeau [71], que ce soit le taux d’erreur de classement ou le temps
d’exécution pour la classification des images, la MBRL (Modeéle Bayésién de Régression
Logistique) performe mieux que plusieurs modéles existants (SVM, la RVM, etc.). Nous
expérimentons alors ce modéle pour la classification des actions humaines. Ce choix est

motivé par' la disponibilité du code source.

La régression logistique classique ou bayésienne, a comme objectif la séparation par un
| hyperplan de deux groupes (2 et ;. Dans notre travail, nous considérons plus que deux
groupes. Ceci nous pousse & utiliser le modéle de régression multinomial. Cette derniére
consiste & comparer deux ensembles d’actions sous forme d’arbre d’actions. Par exemple,
la base de données, décrite dans la section 2.4.1, représente six actions humaines (boxer,
applaudir, agiter, marcher, courir, jogger). Nous divisons ces actions en deux grbupes :
des actions selon le mouvement des bras et d’autres selon celui des jambes. Ensuite, nous
divisons les actions des bras en mouvement rapide (boxer) et mouvement lent (applaudir
et agiter). Pour le deuxiéme groupe, concernant les actions selon les jambes, nous le
divisons & son tour en groupes d’actions rapides (courir) avec celle plus lente (marcher
‘et jogger). La figure 2.5 illustre notre modéle MBRL multinomial pour cette base de

données.

Nous remarquons que cet exemple d’arbre d’actions (un contre un) nécessite en entrée
une connaissance a priori et une bonne fépartition des actions. Nous proposons alors
de mettre plus I'accent sur chaque classe d’actions toute seule, en utilisant la stratégie
(un contre tous). Pour cela, nous appliquons le MBRL binaire, avec un premier groupe
contenant une classe donnée d’actions et ’autre groupe regroupant les classes d’actions -

restantes. Par exemple, pour la méme base de données précédente, nous séparons d’abord
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marcher de tout le reste (courir, jogger, boxer, applaudir et agiter) ensuite nous. séparons
courir du reste (marcher, jogger, boxer, applaudir et agiter), et ainsi de suite pour les
autres classes d’actions. Pour un élément donné V', nous cherchons la classe d’actions
la plus proche, qui-est considérée comme sa classe d’appartenance. Dans nos résultats
expérimentaux, nous remarquons que les deux stratégies décrites (un contre tous et un
contre un) obtiennent des résultats similaires. Dans le cas ou la stratégie un contre un

est difficile a réaliser l'utilisation de notre stratégie (un contre tous); devient préférable.

Actions de la base de données

K

Actions selon les jambes Actions selon les janbes  Actions selon les bras
Actions lentes  Actions rapides (Courir) Actions rapides (Boxer)  Actions lentes
Actions (Marcher) Actions (Jogger) - o Actlons (Applaudir) Actions (Agiter)

Figure 2.5 — Les catégories d’actions dans une vidéo.

Aprés avoir divisé nos deux groupes selon la stratégie (un contre tous), nous appliquons
le MBRL binaire. Prenons par exemple, Q ’ensemble des données X! qui provient de la

classe marcher et €, ’ensemble des données X" des classes restantes (courir, applaudir
J ! » € ‘ )

etc.) avec :
X] = (X5 Kb 2 X5 _101) € Qg (2:31)
Xj = (XOJ’XOJ’ X 1) € ‘ - (232)
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Pour la caractéristique PIST, J ést I’ensemble de 128 données.

Les travaux de R. Ksantini et Dubeau [71] consistent & chercher une pseudométrique
qui discrimine au mieux les deux groupes, et cela, par un hyperplan. Pour cette fin, il
suffit de calculer les poids de cette pseudométrique @ et. {wk},{;é. En utilisant la régres-
sion logistique bayésienne pour ce calcul, R. Ksantini et Dubeau [71] montrent que la

pseudomeétrique est plus discriminative. De ce fait, une bonne séparation entre €y et
_est obtenue. Nous associons & la classe g, contenant ng premiers vecteurs propres PIST,
une variable binaire S7 = 0. Pour les n; premiers vecteurs propres PIST contenu dans
2, nous associons une variable binaire S;-’" = 1. Avec ce modéle de régression logistique,
les poids de la pseudométrique et un intercept v sont choisis poﬁr maximiser la fonction

“logarithmique de vraisemblance.
: no n1 .
log(L(W = (W, wo, .-, wy-1,v))) = Y log(p}) + Y _ log(p") (2.33)
i=1 j=1

avec la probabilité de pertinence p] et de non-pertinence p;'-’ :

J-1

Pl = P(Sy = 1|XI") = F@X{; + > weXil; +v) (2.34)
k=0
. ~ ' J—l . .
p; = P(S] = 11X]) = F(=00X5; + ) wiXi; —v) (2.35)
: _ k=0

et avec une fonction logistique F(z) = % Comme expliqué par R. Ksantini et Dubeau
[71], il est difficile d’utiliser Fisher ou l'algorithme du gradient comme algorithme d’op-
- timisation pour deux raisons, & savbir' I'exponentielle dans la fonction de vraisemblance
et la présence de zéros dans le vecteur de données. Comme 2y et €2; sont des ensembles
de grande taille et de grandes dimensions, ’exponentielle tends vers 0, ce qui empéche
‘la convergence. Afin de remédier aux deux premiéres limifations (exponentielle et zéro),
R. Ksantini et Dubeau [71] lissent les paramétres & estimer, en admettant une distribution

a priori. L’autre probléme di a la taille et la dimension des ensembles peut étre résolu
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en utilisant des transformations variationnelles qui simplifient le calcul des paramétres &
estimer. Tout ceci a motivé le choix de la régression logistique bayésienne basée sur les

transformations variationnelles (MBRL).

R. Ksantini et Dubeau [71] calculent la distribution a posteriori de W, avec W =
(Wo,wo, - . . ,wy-1,v) 'ensemble des paramétres des poids de la pseudométrique. Tel qu’en
entrée, W = w(W) avec 7 une distribution gaussienne a priori, de moyenne p et de

matrice de covariance X..

[Zzoeﬂo,xleﬂl [T P(Si = i|X; = z:, W)qi(X; = xi)} (W)

P(W[Sy=0,5=1) = P(Sp=0,5 =1)

(2.36)
avec
pour ¢ € {0,1}.

En utilisant les estimations variationnelles et les inégalités de Jensen, la distribution a
posterior: est estimée par

1

[ Fee)

1=0

1 [ Be[Hil-e] <1 e H2)—e2
PSSl )

PW|S=0,51=1) 2>

avec Fg, et I, des espérances des distributions gaussiennes a priori go et q; respective-
tanh(%z)
de;

ment. p(¢;) = et {€},_ sont les paramétres variationnels. De ce fait, la distri-
bution a posteriori est estimée par une limite inférieure, et une distribution gaussienne
de moyenné Lpost €t de matrice de covariance ,,5:. Ces deux derniéres sont estimées par

une mise & jour de I’équation bayésienne :
1
(Spost) 1 = (B) 71 +2 ) [0(e) By, [wi(w:)']] (2.39)
i=0 :
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_ o1

Hpost = Dot [(m ) [(z - 3)(B, [xi]H (2.40)
: i=0

La valeur de p,,s: comporte les valeurs a estimer @, {wk}i;é et mteréept v. Pour trouver

la classe d’appartenance d’une action z, il suffit de vérifier si F'((2i—1)W'x;) est supérieur

a0,5.

De la méme maniére que la caractéristique PIST, nous appliquons le MBRL pour toute
action représentée par la caractéristique CST. La différence majeure réside dans un pré-b
traitement effectué sur les dohnées, qui a pour but de représenter chaque vidéo par un
seul vecteur de caractéristiques. Ce vecteur H,,,, est la moyenne de tous les vecteurs du

~ CST de la méme vidéo.

2.3.4 Algorithme de classification par la MBRL

Notre algorithme a en entrée un ensemble T de vidéos d’apprentissage et une vidéo
V, pour laquelle il faut déterminer la classe d’actions d’appartenance. En sortie, nous
trouvons la classe d’actions de V. Avant d’effectuer la classification, nous passons par
une étape d’apprentissage. Nous débutons par une extraction des caractéristiques, pour
chaque élément de 'ensemble T', ainsi qu’une réduction des données. Nous calculons
ensuite le vecteur moyen H,,, pour chaque vidéo de 7. Les premiers vecteurs propres
Ts des PIST de chaque vidéo de T sont rassemblés dans un groupe G;. Tandis que le
reste des vecteurs est mis dans un deuxiéme groupe Gs. Nous initialisons ensuite qo, q1
et la distribution a priori II(W). Par une méthode itérative, p,, et £5 ., sont calculées
pour la premiére caractéristique selon les équations (2.39) et (2.40). Nous rassemblons
ensuite tous les’ vecteurs T filmoy d’une méme action dans Gy, et le reste des vecteurs est

placé dans un groupe Gs. Pour le CST, de méme que les PIST, nous initialisons go,

S

post- Loute cette étape

q: et la distribution a priori II{WW), et nous calculons ugst et X

40



d’apprentissage est refaite pour chaque classe d’actions (section 2.3.3). |

Aprés I'apprentissage, nous obtenons deux vecteurs Host €1 %, pour chaque classe
d’actions. Nous pouvons vérifier la classe d’appartenance d’un élément V' (une vidéo
d’une action humaine) par la classification. Comme pour chaque donnée en entrée, nous
appliquons 4 V l"algorithme d’extraction des caractéristiques et celui de la réduction des
données. Nous‘o_btenons ainsi les deux vecteurs Vg et Vy,, . Ensuite, nous calculons la
probabilité de pertinence de V par rapport a la classe d’action marcher p™e¢"¢" puis par
rapport a la classe courir p®*"'" | ensuite jogger pi°99¢" | et ainsi de suite. Chaque probabilité
de pertinence trouvée p’, est composé de deux probabilités pjo et pJ. Ces deux derniéres
sont calculées selon I'équation 2.37. Pl est la probabilité de pertinence par rapport a
la caractéristique PIST et pé par rapport & la deuxiéme caractéristique CST tel que.
P = apé + ﬂp; a et 3 sont des paramétres de pondération trouvés expérimentalement.

Enfin, nous attribuons V a la classe d’actions avec la plus grande probabilité p?.

2.4 Reésultats expérimentaux

Aprés, avoir présenté I'approche que nous effectuons pour la reconnaissance des actions
- humaines, nous testons le modéle décrit sur une des plus grandes bases de données exis-
tantes. Le but est de pouvoir estimer les différents paramétres du modéle, et d’évaluer ses
performances dans la reconnaissénce des actions. Les résultats obtenus lors de cetté,étape
expérimentale sont indiqués et analysés dans cette partie. Pour déterminer I’apport de
chaque caractéristique, nous évaluons les performances de plusieurs méthodes. Chaque
méthode est la éombinaison d’une caractéristique avec un modéle-de classification. Dans
la derniére section de cette partie, une comparaison, des performances de notre modéle
avec celles des autres travaux, est dfessée, Cela nous permet de relever les avantages de

notre approche, ainsi que ses limitations par rapport aux travaux existants.
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2.4.1 Les données

Notre modéle est validé en utilisant la plus grande base de données de vidéos d’actions
humaines existante, dans laquelle chaque vidéo représente une action seule. Cette base
de données, développée au sein du KTH par Schiildt et al. [77], se compose de six caté-
gories d’actions humaines périodiques. Ces catégories représentent I'action de Marcher,

de Jogger, de Courir, de Boxer, d’Agiter la main et d’Applaudir.

Jogger Courir Boxer Agiter

AR

Figure 2.6 — Les différentes catégories d’actions selon les différents scénarios

Chaque action est jouée par 25 personnes différentes (hommes et femmes) selon 4 scé-
narios (figure 2.6). Le scénario sl représente un environnement extérieur, le scénario s2
est dans un environnement extérieur avec des variations du zoom, le scénario s3 est aussi
dans un environnement extérieur, mais ou les sujets portent des habits différents tandis

que le scénario s4 désigne un environnement intérieur. Donc, la base de données contient
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600 vidéos, acquises avec une caméra fixe. Une vidéo contient un seul humain sur un fond
homogeéne. Ces séquences vidéos sont de 25 images par secondes, & 256 niveaux de gris

et une résolution de 160 x 120 pixels.

L’intérét de choisir ces différents scénarios est celui de tester la robustesse d’'un modéle
de reconnaissance d’actions humaines périodiques, face 4 un changement d’échelle, d’en-
vironnement ou de personnes. Pour cette raison, plusieurs travaux [77,‘ 60, 66, 45, 44, 29]
ont choisi la base de données de Schiildt et al. pour tester et valider leur modéle de

reconnaissance d’actions humaines.

De la méme maniéfe que les autres travaux [44, 60, 77|, nous divisons aléatoirement la
base dé données en trois échantillons distincts. Un premief, pour effectuer Papprentissage,
un deuxiéme pour la validation et un troisiéme poﬁr le test. Une telle décomposition est
utile lorsque plusieurs méthodes sont testées et comparées. L’échantillon d’apprentissage
permet d’abord de générer le modéle. Ce dernier est ensuite optimisé selon 1’échantillon
de validation. Finalement, erreur réelle de chaque modéle est évaluée a partir de 'échan-

tillon de test.

Le premier échantillon, utilisé pour faire de I’apprentissage, est composé de vidéos de
huit pe_.rsonnes effectuant les six types d’actions dans les quatre différents scénarios. Donc
ce premier échantillon, qui est bien siir choisi aléatoirement, est composé de 192 vidéos.
Le 'but‘de cét échantillon est de représenter, tout en la distingﬁant, chaque catégorie
d’actions. A partir des vidéos restantes, nous choisissQns, et toujours éléatoirement, huit

autres personnes pour représenter notre échantillon de validation. Cet échantillon est a
son tour composé de 192 vidéos. Si des parameétres interviennent dans le modéle, alors
ils sont estimés au cours de cette étape. L’échantillon de test est donc composé du reste
de la base de données, c’est-a-dire 216 vidéos. Ceci représente 40% de la base de Schiildt
et al.. C’est & partir de ce dernier échantillon que nous mesurons les performances du

modéle.
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2.4.2 La méthodologie

Pour évaluer 1es performances de notre modéle, nous testons différentes méthodes sur la
base de données de Schiildt et al.. L’objectif est de mettre en valeur I'apport de chaque
caractéristique extraite ainsi que les performances des différents modéles de classification.
Dans cette section, nous décrivons d’abord les méthodes utilisées lors de notre expérimen-
tation, ensuite nous indiquons, pour certaines de ces derniéres, les principaux paramétres

a estimer.

Pour représenter une action humaine dans une vidéo, le choix de la caractéristique est
trés important. Pour déterminer les performances de cette caractéristique choisie pour
notre modéle, nous testons deux caractéristiques (section 2.1) : le PIST (Points d’intéréts

Spatiao-Temporles) et le CSST (Contour et SIFT Spatio-Temporel).

Une fois les caractéristiques extraites d'une vidéo, Paction est affectée 4 sa catégorie, selon
un modéle de classification. Comme expliqué dans la section 2.3, nous optons pour les mo-
déles de classifications suivants : le MBRL (Modéle Bayésien de Régression Logistique),

le Kppve (distance cosinus) et le Kppve (distance euclidiénne).

Avec ces caractéristiques et ces modéles de classification, nous obtenons six méthodes
différentes pour faire de la reconnaissance d’actions humaines. Pour la plupart de ces mé-
thodes, certains paramétres doivent étre déterminés, afin d’avoir des résultats optimaux.
Pour nos testé, nous avons deux paramétres principaux, le nombre de Vo'isins k pour le
modéle Kppv, ainsi que la valeur du poids « de chaque caractéristique dans le cas d’une

combinaison de deux caractéristiques (CSST).

e Le nombre k est le premier paramétre 4 estimer. Lorsque k prend 1 comme valeur,
le temps de calcul diminue, mais le taux d’erreur de classification augmente, et vice-
versa. Donc, I'objectif est de déterminer le nombre k des plus proches voisins qui offre

un compromis acceptable.
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La valeur du poids « est le deuxiéme parameétre a estimer. Le CSST implique un poids

« a attribuer a la contribution de chaque caractéristique. La valeur de « est comprise

entre 0 et 1. Lorsque cette derniére prend 1 comme valeur, la classification d’une vidéo

se fait seulement grace & la premiére caractéristique, et c’est le contraire si a = 0.

Extraction des
caractéristiques

Modéle de
classification

Vidéo
d’une ___,
action

» PIST

ou

» CSST

= MBRL
ou
= Kppve (cosinus)

ou
. = Kppve (euclidienne)

Affectation
L, de’action
4 sa classe

-

)

Une méthode de reconnaissance
d’actions humaines

Figure 2.7 - Les différentes méthodes pour le test.

Un schéma récapitulatif de cette section est illustré par la figure 2.7. Ce schéma illustre

les différentes méthodes utilisées lors de nos tests expérimentaux. A partir des résultats

obtenus, nous évaluons la performance de chaque méthode & partir du taux de bien

classé de chaque catégorie d’actions, ainsi qu’une moyenne de ces taux. Cette derniére

est, considérée comme la mesure de performance principale. Dans la section suivante, nous

présentons les résultats des expérimentations de ces six méthodes.



2.4.3 Les expérimentations

Lors de notre expérimentation, les six méthodes sont testées. Nous choisissons de présen-
ter ces tests selon chacune des deux caractéristiques. La 17 expérimentation décrit les
résultats obtenus selon la caractéristique PIST, alors que la 2¢ expérimentation regroupe
ceux de‘ la, combinaison CSST. Ainsi, nous évaluons les performances de chaque carac-
téristique selon les difféerents modéles de classifications. Donc, chaque expérimentation
regroupe les résultats de trois méthodes. Pour comparer les performances de chaque mé-
thode, nous considérons un tableau contenant le taux de bien classé pour chaque catégorie
de la base de données, ainsi qu’une moyenne de ces taux. A la fin de cette section, nous
présentons plus en détail la méthode du CSST avec le MBRL qui obtient les meilleures

performances dans la reconnaissance d’actions humaines.

1r¢ expérimentation

Cette expérimentation décrit les résultats de la caractéristique PIST selon les modéles

de classifications MBRL, Kppvc et Kppve.

Les résultats de la reconnaissance d’actions humaines, selon le modéle de MBRL, sont
exposés dans le tableau 2.2. Ce dernier contient les taux de bien classé pour chaqué
groupe, ainsi qu’une moyenne de ces taux. Nous obtenons un taux moyen de bien classé
de 35,8%. Ces résultats montrent que la caractéristique PIST seule n’arrive pas & classer
correctement les actions humaines selon le modéle de MBRL. A part la catégorie Courir
qui atteint 69, 4%, le modeéle ne classe pas plus de quatre vidéos sur dix en moyenne. Ces |
résultﬁts sont dii principalement & l'utilisation de ’ACP ou ce dernier élimine les données

.récurrentes et d’ou les PIST qui se répétent d’une image a uﬁe autre de la méme vidéo. ‘

Alors que ces points sont trés importants pour la reconnaissance de ’action.

Les résultats de la classification d’actions humaines selon le modéle de Kppvc sont illustrés

v
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Marcher | Jogger | Courir | Boxer | Applaudir | Agiter | Mloyenne.
36,1% 25% | 69,4% | 33,4% 25,7% 25% 35,8%

Tableau 2.2 — Les taux de bien classé pour la caractéristique PIST avec le MBRL.

par la figure 2.8. Nous obtenons un taux moye.n dé bien classé de 34, 1% pour k = 1,
de 37,4% pour k = 8 et de 38,6% pour k = 16. Le modele Kppvc classe pas plus de
“quatre vidéos sur dix en général. En fixant, le nombre de voisins £ = 16, nous obtenons le
plus haut taux de bien classé. Le tableau 2.3 reprend ces taux de bien classé pour chaque
catégorie, ainsi qu'une moyenne de ces taux. D’aprés ce tableau, nous remarquons qu’avec
la caractéristique PIST seule, le modéle Kppve classe & peu prés sept vidéos sur dix de
la; catégorie Jogger. Pour les autres catégories, il ne dépasse pas le taux de 40% de bien

classé.

Marcher | Jogger | Courir | Boxer | Applaudir | Agiter | Moyenne
25% 69,4% | 36,1% | 25% 371% 38,9% 38,6%

Tableau 2.3 — Les taux de bien classé pour la caractéristique PIST avec le modéle Kppve,
k = 16.

Les résultats de la classification d’actions humaines selon le modéle de Kppve sont illustrés
par la figure 2.9. Nous obtenons un taux moyen de bien classé de 36,2% pour k = 1, de
28,7% pour k = 8 et de 33,9% pour k = 16. Cette fois-ci, nous remarquons que le Kppve
donne un meilleur taux de bien classé pour un nombre de voisins £ = 1. Les résultats de
cette classification sont illustrés par le tableau 2.4. Quelle que soit la catégorie, le Kppve

(k = 1) n’arrive pas & classer correctement plus que cinq vidéos sur dix.
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mk=1
Bk=8
ok=16

Marcher Jogger Courir Boxer Applaudir Agiter

Figure 2.8 — Les taux de bien classé pour la caractéristique PIST avec le modéle Kppve,
selon différentes valeurs du nombre k.

Marcher | Jogger | Courir | Boxer | Applaudir | Agiter | Moyenne
41,7% | 30,6% | 44,4% | 41,7% 14,3% 44,4% | 36,2%

Tableau 2.4 — Les taux de bien classé pour la caractéristique PIST avec le modéle Kppve,
k=1
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Figure 2.9 — Les taux de bien classé pour la caractéristique PIST avec le modéle Kppve,
selon différentes valeurs du nombre k. :
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- Comme conclusion pour cette premiére expérimentation, nous estimons que la caractéris-
tique PIST conduit & une classification ne dépassant pas quatre vidéos sur dix, toutes les
catégories confondues. Les résultats obtenus montrent que cette caractéristique performe
mieux avec le Kppvc avec un k = 16. Malgré cela, le taux obtenu, qui est de 38, 6%, reste

insuffisant.
2° expérimentation

Cette seconde expérimentation décrit les résultats pour la nouvelle caractéristique. Cette
derniére est la combinaison CSST (Contour et Sift Spatio-Temporel). De la méme ma-
niére que ’expérimentation précédente, nous présentons les résultats selon les modéles de
classifications MBRL, Kppvc et Kppve. Sachant que le CSST résulte d’une combinaison
de caractéristiques, I'estimation du parameétre o (section 2.4.2) devient nécessaire. Ce
‘paramétre, qui représente le poids de chaque caractéristique, est estimé pendant ’étape
de validation. Pendant cette étape, nous faisons varier le parameétre o de 0 & 1, avec
un pas de 0,01. Pour chacune de ces valeurs, nous calculons le taux de bien classé pour

- chaque catégorie de 1'échantillon de validation. Nous retenons finalement la valeur « qui

offre le meilleur compromis entre le taux moyen de bien classé et 'écart type moyen.

Les résultats de la classification d’actions humaines, selon le MBRL, sont exposés dans
cette partie. Le tableau 2.5 contient les taux de bien classé pour chaque groupe, ainsi
qu’une'moyenne de ces taux. Notons que nous obtenons ces résultats pour un a = (.76.
Cette combinaison CSST donne de bons résultats avec le MBRL. Le taux moyen de bien
classé obtenu est de 81,4% pour la totalité d’actions humaines. Nous remarquons aussi
que la classification des actions de la catégorie Jogger est presque parfaite (un taux de

97, 2%).

Les résultats de la classification d’actions humaines selon le modéle de Kppvc sont illustrés

par la figure 2.10. Lors de I’étape de validation, nous obtenons les meilleurs résultats pour
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Marcher

Jogger

Courir

Boxer

Applaudir

Agiter

Moyenne

77,8%

97,2%

80,6%

80,6%

74,3%

77,8%

81,4%

Tableau 2.5 — Les taux de bien classé pour la caractéristique CSST selon le MBRL,

a = 0.76.

un a = 0.61. Nous constatons un taux moyen de bien classé de 80,4% pour k = 1, de

83,5% pour k = 8 et de 77,6% pour k = 16. Le modéle Kppvc classe en moyenne

huit vidéos sur dix en général. En fixant, le nombre de voisins £ = 8, nous obtenons

le plus haut taux de bien classé. Le tableau 2.6 reprend ces taux de bien classé pour

chaque catégorie, ainsi qu’une moyenne de ces taux. Les résultats de cette méthode sont

acceptables, ce qui est confirmé par le taux de bien classé moyen de 83,5%. En fixant

a = 0,61 et le nombre de voisins k£ = 8, nous reconnaissons toutes les actions de Courir,

Marcher, Jogger, et Agiter.

Marcher

Jogger

Courir

Boxer

Applaudir

Agiter

Moyenne

94,5%

97,2%

100%

75%

37,1%

97,2%

83,5%

Tableau 2.6 — Les taux de bien classé pour la caractéristique CSST selon le modéle Kppve
avec . = 0.61 et k = 8. '
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Les résultats de la classification d’actions humaines selon le modéle de Kppve sont illustrés
par la figure 2.11. Ces résultats sont calculés pour un a = 0.61. Nous obtenons un taux
moyen de bien classé de 49,1% pour k = 1, de 42,7% pour k = 8 et de 41,3% pour
k = 16. Cette fois-ci, nous remarquons que le modéle Kppve donne un meilleur taux de
bien classé pour un nombre de voisins k£ = 1. Les résultats de cette classification sont
illustrés par le tableau 2.7. Pour cette méthode, le meilleur taux moyen de bien classé est
trouvé en considérant un seul voisin (k = 1). En général, ce modéle classe une vidéo sur

deux, dans sa catégorie correspondante.

100

90

80

70

60

Bk=1
mk=8
Ok=16

50

40 -

30

20

10

i

Marcher

Jogger Courir Boxer Applaudir Agiter

Figure 2.11 - Les taux de bien classé pour la caractéristique CSST selon le modéle Kppve
selon différentes valeurs du nombre k, oo = 0.61.
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Marcher | Jogger | Courir | Boxer | Applaudir | Agiter | Moyenne
55,5% | 27,8% | 58,3% | 50% 52,8% 50% 49,1%

Tableau 2.7 — Les taux de bien classé pour la caractéristique CSST selon le modéle Kppve
avec a = 0.61 et k = 1.

D’aprés les résultats obtenus, nous constatons que la combinaison CSST avec le Kppve
performe mieux qu’avec le Kppve, quelque soit le nombre de voisins k. Pour k = 1, les
performances ne sont pas influencées seulement par le choix de la distance. En effet, pour
le PIST avec le Kppv, nous obtenons un taux moyen de bien classé de 36,2% pour la
distance euclidienne, et de 34,1% pour la distance cosinus. Alors que le taux moyen de
bien classé, pour la CSST, est de 49,1% pour la distance euclidienne, et de 80,4% pour
la distance cosinus. Comme conclusion sur Iutilisation du Kppv, il est certain que la
distance cosinus est meilleure que la distance euclidienne, surtout pour un noinbre de
voising élevé. Alors qu’il est préférable de chercher la meilleure distance entre les deux
lors de I’étape de la validation, lorsquelle nombre de voisins est faible (base de données

réduite). Ces conclusions confirment le travail de Qian et al. [70]. -

Avec la caractéristique - CSST, nous constatons que le taux moyen de bien classé s’est
amélioré, quel que soit le modéle de classification utilisé. En effet, les résultats obtenus
pal: les méthodes précédentes confirment I'apport de cette nouvelle caractéristique. Nous
remarquons d’abord que le modéle de classification Kppv classe mieux les actions hu-
maines, lorsqu’il est utilisé avec une distance cosinus. La combinaison CSST est ideale
pour la reconnaissance de vidéos d’actions humaines, surtout avec notre modéle MBRL.
Ce dernier sé démarque du modéle Kppve, avec un nombre de voisins k = 8, par ses
résultats cohérénts par r'apport aux catégories d’actions. Méme si le modéle Kppve a un -
taux moyen de 83,5% alors que le MBRL obtient un taux de 81,4%, nous choisissons

d’utiliser ce dernier pour sa stabilité et pour sa rapidité d’exécution.
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‘Comme mentionné dans la section 2.3.3 nous avons expérimenté aussi le MBRL selon
la stratégie‘arbre d’actions. Nous obtenons des résultats similaires & la MBRL sélon la
stratégie un contre tous. Ceci est confirmé par le tableau 2.8. Nous obtenons une moyenne
de 79, 6%, tandis que nous obtenons un taux moyen de 81,4% par la méthode MBRL un
contre tous. Les résultats sont invariants aux catégories d’actions, et cela, pour les deux
méthodes. Ces résultats sont presque similaires avec un meilleur taux pour la MBRL (un

contre tous).

Marcher | Jogger | Courir | Boxer | Applaudir | Agiter | Moyenne
76,4% | 96,3% | 78,6% | 81,1% 63,7% 725% | 79,6%

Tableau 2.8 — Les taux de bien classé pour la caractéristique CSST selon le MBRL (arbre
de décision), o = 0.76. '

Nous optons alors pour le CSST avec le MBRL et la stratégie un contre tous comme
méthode idéale pour faire de la reconnaissance d’actions humaines. Dans la section qui

suit, nous présentons les résultats détaillés de cette méthode.

La méthode du CSST avec le MBRL

Dans ce qui suit, nous détaillons les résultats de la méthode du CSST avec la MBRL
selon la stratégie un contre tous. L’objectif est de mettre en valeur les avantages et les
inconvénients d’une telle méthode. Pour cetfe raison, nous commengons par présenter la
matrice de confusion pour cette méthode. Une telle mesure indique clairement les taux
de bien classé pour chaque catégorie, et aussi les taux de confusion dé mal classé. Nous
poursuivons par une présentation des résultats selon chaque scénario isolé, ce qui permet
d’évaluer les performances de notre modéle selon la nature des vidéos prises. A la fin, nous
présentons les résultats du modele selon la classification de chaque catégorie d’actions

humaines.
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La matrice de confusion

Comme mesure d’évaluation, la matrice de confusion est souvent utilisée pour I’évaluation
des performances d’'un modéle de classification. Le tableau 2.9 représente la matrice de
confusion du modéle de classification MBRL, avec comme caractéristique le CSST. Nous

effectuons toujours une classification selon le méme échantillon de test.

Marcher | Jogger | Courir | Boxer | Applaudir | Agiter
Marcher | 77,8% | 55% | 2,8% | 5,5% 0% 8,4%
Jogger 0% 97,2% | 0% 2,8% 0% 0%
Courir 0% 16,6% | 80,6% 0% 2,8% 0%
Boxer 5,5% 0% 0% | 80,6% 8,4% 5,6%
Applaudir | 8,6% 2,8% 0% 8,6% 74,3% 5,7%
Agiter 2,8% 0% 0% 0% 19,4% 77,8%

Tableau 2.9 — La matrice de confusion selon la MBRL, avec la CSST.

Comme nous ’avons déja mentionné avant nous obtenons un taux de claséiﬁcation moyen
de 81.4%. Selon la matrice de confusion, 16.6% des vidéos représentant des personnes qui
courent (Courir) sont attribués & la catégorie Jogger. Cela peut s’expliquer par le fait
que les deux mouvements sont presque similaires. Méme chose pour la catégorie Agiter,

ou 19.4% des vidéos a classer ont été confondues avec celles de la catégorie Applaudir.

Pour vérifier ces confusions, et vu la nature des actions de notre base de données; nous
regroupons ces catégories en deux classes distinctes. La premiére représente les actions
avec un mouvement de jambes (Marcher, Jogger et Courir). Et la seconde représente les
actions selon un mouvement du bras. Le tableau 2.10 montre que la confusion est trés
petite dans. ce cas, elle est en moyenne de 6.5% pour chacune des deux classes. Nous
pouvons en déduire que notre modeéle distingue parfaitement les actions humaines ou le
corps en entier est en.mouvement, des actions qui nécessitent le mouvement des bras

seulement.
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Bien classé | Mal classé
Classe 1 93,5% 6,5%
Classe 2 6,6% 93,4%

Tableau 2.10 — Les taux de bien classé pour le regroupement des catégories d’actions en
deux classes.

Les résultats par scénarios

Comme la base de données est réalisée selon quatre scénarios différents nous présentons
les performan'ces de notre modéle selon chacun de ces scénarios. Avec la méme mesure
d’évaluation, nous comparons les performances de classification selon chaque scénario.
Les scénarios sont définis dans la section 2.4.1 de ce chapitre. Chacun représente le quart

de la base de données utilisée.

Le premier scénario, appelé sl, représente une action effectuée a 'extérieur. Le tableau
2.11 reprend la matrice de confusion pour ce scénario. Pour cette classification, I’échan-
tillon utilisé comprend seulement des vidéos réalisées selon le scénario s1. Nous obtenons
de trés bons résultats, puisque le taux moyen de bien classé, toute catégorie confondue,
est de 90,7%. Un tel résultat montre que notre modéle classe parfaiterﬁent des actions
réalisées & Pextérieur, surtout les actions de Boxer et de Jogger,» ou le taux moyen pour

chacune est de 100%.

Marcher | Jogger | Courir | Boxer | Applaudir | Agiter

Marcher | 77,8% | 11,1% 0% 0% 0% 11,1%
Jogger 0% 100% | 0% 0% 0% 0%
Courir 0% 0% |88,9% | 0% 11,1% 0%
Boxer 0% 0% 0% | 100% 0% 0%
Applaudir 0% 0% 0% 0% 88,9% 11,1%

Agiter 0% 0% 0% 0% 11,1% | 88,9%
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En effectuant une variation du zoom sur les personnes qui effectuent les actions, le scénario
s2 est le plus complexe des scénarios utilisés dans la base de données. Nous réalisons une
classification des vidéos de ce scénario, qui sont estimées & 54 vidéos. Le résultat de
cette classification est représenté par la matrice de confusion, illustrée par le tableau
2.12. En effet, la complexité de ce scénario est démontrée par les résultats bbtenus. Le
taux moyen de bien classé est de 74,1% pour les vidéos réalisées sous ce scénario. Ce
taux est plus bas que la moyenne que nous avons obtenue pour‘ la totalité de la base de
données. Nous remarquons aussi que les vidéos appartenant a la catégorie Agiter sont '
mal classées (44,5%), et généralement confondues (44,4%) avec la catégorie Applaudir.

Cela s’explique par le fait que ces actions sont similaires, surtout avec un effet de zoom

variant.

Marcher | Jogger | Courir | Boxer | Applaudir | Agiter
Marcher | 88,9% 0% 0% 0% 0% 11,1%

Jogger 0% 88,9% | 0% 11,1% 0% 0%

Courir 0% 222% | 77,8% | 0% 0% 0%
Boxer 11,1% 0% 0% 66,7% 11,1% 11,1%
Applaudir 0% 0% 0% | 11,1% | 77,8% 11,1%
Agiter 11,1% 0% 0% 0% 44,4% 44,5%

Tableau 2.12 — La matrice de confusion selon le scénario s2, pour la MBRL avec la CSST.

Le troisiéme scénario s3 est & son tour réalisé & 'extérieur. La différence avec le scénario
sl est le changement d’apparence des personnes effectuant les actions. Ce changement
est di particuliérement aux changements de vétements. La classification de ses vidéos
selon notre modéle est exprimée dans le tableau 2.13. Cette fois-ci, nous obtenons un .
taux moyen de bien classé de 75,5%. A part, la catégorie Jogger, qui a un taux de 100%
de bien classé, et la catégorie Boxer, avec un taux de 88,9%, le modéle ne distingue pas

efficacement les autres catégories.
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‘Applaudir '

' Marcher | Jogger | Courir | Boxer Agiter
Marcher | 55,6% | 11,1% 0% 22.2% 0% 11,1%
Jogger 0% 100% | 0% 0% 0% 0%
Courir 0% 22,2% | 77,8% 0% 0% 0%

Boxer 0% 0% 0% 88,9% 0% 11,1%
Applaudir 25% 12,5% 0% 12,5% 50% 0%
Agiter 0% 0% 0% 0% 22.2% 77,8%

Tableau 2.13 — La matrice de confusion selon le scénario s3, pour la MBRL avec la CSST.

Le dernier scénario s4 se distingue des autres par son environnement. En effet, les vidéos
de ce scénario sont les seuls & étre réalisées dans un environnement intérieur. Le tableau
2.14 reprend les résultats de la classification de cette catégorie de vidéos. Le taux moyen
de classification est de 85,2%, ce qui prouve que notre modéle s’adapte parfaitement a
un environnement intérieur. Certaines catégories, comme Jogger et Boxer, obtiennent des
taux de classification parfaité, avec un taux moyen de 100%. Les actions appartenant &
la catégorie Courir sont soit bien classées avec un taux de 77,8% ou sinon confondues

avec la catégorie Jogger avec un taux de 22,2%.

Applaudir

Marcher | Jogger | Courir | Boxer Agiter
Marcher | 88,9% 0% 11,1% 0% 0% 0%
~ Jogger 0% 100% | 0% 0% 0% 0%
Courir 0% 222% | 77,8% | 0% 0% 0%
Boxer 11,1% 0% 0% | 66,7% 22.2% 0%
Applaudir | 11,1% 0% 0% 11,1% 77,8% 0%.
Agiter 0% 0% 0% 0% 0% | 100%
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Les résultats selon les catégories d’actions

Dans ce qui suit, nous présentons le taux de bien classé de notre modéle en fonction
du la catégorie de I'action humaine de la base de données de Schiildt et al. A l'aide
de taux de bien classé ou de confusion, nous comparons les résultats obtenus pour les
différentes catégories. Comme pour les résuIﬁats précédents, ces taux sont calculés a partir
de Péchantillon de test (192 vidéos). Le tableau 2.15 illustre le taux de confusion pour
chaque catégorie d’actions. Le taux de confusion représente les vidéos qui contiennent des
actions différentes de la catégorie d’actions, ou elles sont classées. Par exemple, seulement

3,4% des actions, ne contenant pas de personne qui boxe, sont classés dans la catégorie

Boxer.
Classée (Faux) | Non Classée (Vrai)
Marcher 3,4% T 96,6%
Jogger 5% 95%

Courir 0,5% 99,5%

Boxer 3,4% 96,6%

- Applaudir 6,1% 93,9%

Agiter 6,2% 93,8%

Moyenne 4,1% 95,9%

Tableau 2.15 — Les taux de confusion par catégorie d’actions.

Pour des vidéos qui appartiennent & la catégorie Marcher, en moyenne, huit vidéos
sur dix sont reconnues par notre modéle, ‘tout. scénario confondu. Alors que pour les
autres vidéos, qui n’appartiennent pas a cette catégorie, le taux de coﬁfusion est de 3,4%
(tableau 2.15). Donc, le modéle distingue correctement cette catégorie d’actions. Nous
remarquons aussi qu’une action représentant une personne qui marche est distinguée plus

souvent dans un environnement intérieur (88,9%).

La catégorie Jogger préte a confusion avec les catégories de Marcher et de Courir.

Considérée comme une action intermédiaire, entre Courir et Marcher, cette catégorie
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d’action est la mieux classée par notre modéle. Son taux moyen de bien classé est de
97,2% (tableau 2.9), valable pour I'¢chantillon au complet. Les vidéos d’action de Jogger
sont reconnues & 100% dans tous les séénarios, et & peu prés neuf vidéos sur dix sont
‘reconnues lorsqu’il y a une variation de zoom dans la vidéo..Avec d’aussi bons résultats,
cette catégbrie obtient un taux de 5,1% (tableau 2.15) de confusion par rapport aux

vidéos n’appartenant pas & la catégorie Jogger.

Le taux de bien classé moyen pour la catégorie Courir est de 80,6% (tébleau 2.9), ce
qui est considéré bon pour des actions aussi I:apides.‘ L’environnement n’influence pas
vraiment la classification de ce genre d’actions par notre modéle, qui reste assez stable.
Selon le tableau 2.15, le taux de confusion est de 0.5% pour une vidéo qui n’appartient
pas a cette catégorie. Ce taux est le plus bas pour toutes les catégories, ce qui montre

que presque aucune autre action ne peut étre considérée comme une action de Courir.

La catégorie Boxer présente un taux élevé de bien élassé, qui est de 80,6% en moyenne
(tableau 2.9). Les actions de cette catégorie sont reconnues & 100% lorsque celles-ci sont
effectuées dans un environnement‘ extérieur. Ce taux baisse a 66, 7% lorsqu’il y a un effet
de zoom dans la vidéo de I’action, ou lorsque celle-ci se trouve dans un environnement
intérieur. Pour la confusion, seulement 3,4% des actions,‘ n’appértenant pas a Boxer, sont

considérées comme des actions représentant une personne qui boxe (tableau 2.15).

Méme si son taux de bien classé est le plus bas, en comparaison avec les autres catégories,
la catégorie Applaudir classe correctement plus de 74% (tableau 2.9) des vidéos de
Applaudir. Comme la plupart des autres catégories, elle a un taux de 88,9% de bien
classé pour des vidéos du scénario s1. Nous remarquons aussi Que le tableéu 2.15 indique
un taux de confusion de 6,1%. Ce dernier s’explique ‘par le fait que plusieufs vidéos,

_appartenant a la catégorie Agiter, ont été assimilées a la catégorie Applaudir.
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Pour notre modéle de classification d’actions humaines, la catégorie Agiter obtient un -
taux de bien classé de 77,8% en moyenne (tableau 2.9). Comme la catégorie Jogger, le
fnodéle arrive & reconnaitre toutes les vidéos de cette catégorie, lorsqu’elles sont réalisées
a l’intérieur. Nous remafquons, selon le tableau 2.15, que son taux de confusion est de

6,2%, pour des vidéos n’appartenant pas a la catégorie Agiter.

2.4.4 Comparaison avec les autres travaux

Plusieurs travaux se sont intéressés a la reconnaissance d’actions humaines. Avec des
“caractéristiques et des modéles de classifications différents, ces travaux ont testé leur
performancé de reconnaissance. Pour cela, _le choix d’une base de données complété et
‘variée est nécessaire. Ces derniéres années, la plupart des travaux ont utilisé la base de
données KTH développée par Schiildt et al. (section 2.4.1). Dans cette section, nous
situons notre travail par rapport aux différents travaux existants. Pour ce but, nous
formons un tableau regroupant les taux de bieﬁ classé pour chaque catégorie, ainsi qu’une

moyenne de ces taux.

Pour la suite, nous avons choisi sept travaux difféfents de reconnaissance d’actions hu-
maines. Pour déterminer les performances de leur modéle, les chercheurs ont utilisé plu-
sieurs classificateurs. Dans notre comparaison, nous considérons le meilleur résultat ob-
tenu dans chacun de ces travaux. La plupart optent pour des modéles de classifications
connus (SVM, Kppv, etc.). Cépendant, certains chercheurs développent leur propre mo-
déle, comme le cas de Yeo et al qui utilise le NZMS*. Le tableau 2.16 présente ces sept
travaux, avec leurs caractéristiqueé choisies et leur modéle de classification utilisé. El’\l

effectuant des tests sur la totalité de la base de données, certains travaux ont considéré

tous les scénarios de la base, méme les plus complexes. Cependant, quelques travaux se

1. NZMS (Non-Zero Motion Block Similarity) est une mesure développée par Yeo et al.[87], qui
permet d’éliminer la similarité entre les régions non significatives.
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sont contentés d’une partie de la base de données. Ce choix de la complexité de la base est
précisé dans le tableau 2.16, ainsi que le taux moyen de bien classé pour chaque travail.
Nous appelons notre méthode basée sur le CSST avec le MBRL notre "méthode 1", alors

que la "méthode 2" désigne la méthode basée sur le CSST avec le Kppve.

_ - Caractéristique Classificateur | Base de données | Taux
Ke et al. [44] Volume 3D Cascade Base du KTH | 62,9%
spatio-temporel de filtres avec complexité
Schiildt et al. [77] Points intéréts SVM Base du KTH | 71,7%
spatio-temporels avec complexité
Meng et al. [60] | Histogramme du MHI SVM Base du KTH | 80,3%
‘ | avec complexité |
Dollar et al. [29] Points intéréts SVM Base du KTH | 81,1%
' spatio-temporels 4 sans complexité
Notre méthode 1 CSST MBRL Base du KTH | 81,4%
avec complexité
Niebles et al. [66] | - Mots pLSA Base du KTH | 81,5%
spatio-temporels avec complexité '
Kienzle et al. [45] Points intéréts SVM Base du KTH | 82,8%
spatio-temporels avec complexité |
Notre méthode 2 CSST Kppv _ Base du KTH | 83,5%
" avec complexité .
Yeo et al. |87] Vecteur mouvement Kppv Base du KTH | 86%
: avec NZMS | sans complexité

Tableau 2.16 — Comparaison des modéles de reconnaissance d’actions humaines selon
différents travaux. ' '

Nous constatons que nos méthodes, basées sur le CSST, donnent de bons résultats. En
considérant la base de données de Schiildt et al. avec sa complexité, nous remarquons que
les caractéristiques choisies, dans notre travail, sont performantes dans la reconnaissance
d’actions humaines. Par rapport aux autres travaux, les résultats de nos deux méthodes

peuvent étre considérés comme les meilleurs.
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Pour-évaluer en détail les performances de nos caractéristiques, nous comparons les taux
de bien classé pour chaque catégorie de la base de données. Cette comparaison, illustrée
par le tableau 2.17, est effectuée par rapport aux travaux qui ont considéré la base du

KTH avec sa complexité.

Marcher | Jogger | Courir | Boxer | Applaudir | Agiter | Moyenne | Ecart type

Ke [44] 80,6% | 36,1% | 44,4% | 69,4% | 556,6% | 91,7% | 62,9% 19,6
[Schuldt [77] | 83,8% | 60,4% | 54,9% | 97,9% | 59,7% | 73,6% | 71,7% 15,2
Meng [60] | 66% | 62,6% | 79,9% | 88,8% | 93,1% | 91,7% | 80,3% 12,2
Méthode 1 | 77,8% | 97,2% | 80,6% | 80,6% | 74,3% | 77,8% | 81,4% 7.4
Niebles [66] | 79% | 52% | 88% | 100% | 77% 93% | 81,5% 15,4
Kienzle [45] | 95% 65% | 71% | 86% 91% 89% | 82,8% 10,9
22,3

Méthode 2 | 94,5% | 97,2% | 100% | 75% 37,1% 97,2% | 83,5%

Tableau 2.17 — Les taux de bien classé et I’écart type selon chaque catégorie, pour diffé--

rents travaux.

Cette comparaison confirme les performances de notre modéle. En effet, ce dernier classe

correctement la plupart des catégories. Grace a la combinaison CSST utilisée, notre mo-

deéle arrive & reconnaitre presque toutes les vidéos de la (,:atégorie Jogger (taux de 97,2%)..

Contrairement aux autres travaux, qui ne classent pas plus de six sur dix. Malgré la com-
plexité d’une telle catégorie, due & sa similarité avec les catégories Courir et Marcher,
nous obtenons les meilleures performances. Avec le MBRL, nous obtenons une invariance
dans les résultats de la classification des catégories d’actions humaines. Cette invariance

est illustrée par le faible écart type obtenu (7,4). Aucun des sept autres modéles présen-

tés ne permet une telle stabilité. Pour la "méthode 2", la seule limitation réside dans la

classification de la catégorie Applaudir.

Pour résumer, les caractéristiques que nous choisissons permettent de reconnaitre plus de
huit vidéos sur dix, quelle que soit la catégorie d’actions humaines. Nous obtenons méme
une invariance des taux de bien classé, avec la "méthode 1", ce qui démontre la stabilité

et la performance de nos résultats contrairement aux autres travaux. Notons que deux
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nouveaux travaux ont été élaborés 4 la fin de la réalisation de ce mémoire [85, 50], les
résultats fournis par les articles sont meilleurs de 3,2% et 8, 3% que le nétre. Le résultat
de deg_ et Cipolla n’eét pas comparable au notre puisque les auteurs utilisent plus de
données lors de I’apprentissage. Laptev et al. obtiennent pour la méme base de données
une moyenne de 91,8% et ils utilisent la combinaison de la caractéristique du flou optique
et de I'histogramme des‘ orientations du gradient avec la classification par le SVM non

linéaire.

2.5 Conclusion

Depuis plusieurs années, le probléme de la reconnaissance d’actions hufnaines prend de
plus en plus d’envergures. Plusieurs applications se sont basées sur des caractéristiques
spatio-temporelles pour reconnaitre une action. Nous présentons une approche basée sur
une nouvelle caractéristique CSST et un modéle de classification. La force de notre mé-
thode est la combinaison de deux caract‘éristiques spatio-temporelles. La premiére étant
les points d’intéréts situés dans dés zones d’intéréts, appelés PIST (Points d’Intéréts
Spatio-Temporels). A partir de cette zone, nous détectons le Contour Spatio-Temporel
(CST). Ce dernier représente la deuxiéme caractéristique. Cette combinaison nous assure
un grand nombre d’informations en un temps de calcul raiéonnable. Aprés la réduction
de données, notre classificateur basé sur le Modéle Bayésien de Régression Logistique
(MBRL) est appliqué. Testés sﬁr une des plus grandes bases de données d’actions hu-
maines, nous avons présenté des résultats expérimentaux qui montrent que notre rhé’chode
est performante et robuste. D’ailleurs, une comparaison avec les autres travaux existants

confirme ces performances, considérées comme les meilleures.

Plusieurs applications, telles que la vidéosurveillance intelligente ou I'indexation de vi-

déos, font appel a la reconnaissance d’actions humaines. Notre approche est utilisée dans
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le prochain chapitre pour la réalisation d’un systéme d’interprétation des actions hu-
maines pour la fabrication d’un dictionnaire de la vidéo. La MBRL que nous utilisons
sépare linéairement les classes. Ce choix est motivé par la disponibilité du code. En pers-
pective, I'utilisation de la MBRL a base de noyaux [72] pourrait améliorer la précision
de la classification. Nous proposons aussi d’améliorer la détection des PIST. Cela est
possible en éliminant les points n’appartenant‘ pas au mouvement, et en ajoutant un al-
gorithme d’appariement. Ce dernier permettrait d’avoir plus de précisions sur I’action.
Il serait intéressant de généraliser notre modéle pour considérer des actions humaines -
non connues par le systéme. Cela pourrait se faire en ajoutant un module de mise a jour
a notre approche. Une autre faiblesse de -notre modéle ést I'utilisation de ’ACP pour
réduire nos données, il serait intéressant de le changer par un autre modéle statistique

de réduction qui met en évidence la redondance des données.
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CHAPITRE 3
Dictionnaire de la vidéo

3.1 Introduction

La production de vidéos connait une évolution spectaéulaire. L'UNESCO estime dans
son rapport ISU [5] que 1091 longs métrages 35mm ont été produits en Inde en 2006,
872 au Nigeria en 2005 et 485 aux Etats-Unis en 2006. Rien qu’au Québec, 100 longs
métrages (de 60 minutes ou plus) ont été produit en 2007 [7]. De plus, les technologies '
d’acquisition, de visualisation et de diffusion de vidéos ont connu une grande avancée.
Les c.améras haute définition (HD), les écféns plats, les caméscopes numeériques, le web,
les cellulaires, les PDAs, la transmission satellitaire et internet haute vitesse sont des
exemples qui témoignent de cette avancée. Ces technologies ont permis une prolifération
de vidéos surtout sur le web. Par exemple, d’aprés le site de mediatedcultures [4], en
mars 2008 le nombre de vidéos vues chaque jour sur Youtube est de 100 millions parmi

un nombre total de 78,3 millions de vidéos existants sur le site.

La vidéo est utilisée principalement dans trois domaines d’application qui sont la diffusion

d’information, la robotique et la sécurité. Considérons des exemples pour illustrer cette
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utilisation dans ces trois domaines.

La vidéo est utilisée comme support pour la diffusion d’information (les films, les do-

cumentaires, etc.) dans le secteur de l'industrie cinématographique (DreamWorks SKG,
Fireworks Pictures, etc.), de la télévision (CNN, Radio Canada, TVA, Euronews, etc.)

et du web (Youtube, Dailymotion, etc.) ot les usagers échangent et partagent d’innom-

brables vidéos. Dans ces secteurs, a part la fabrication et la diffusion des vidéos, d’énormes

collections de vidéos doivent étre stockées et archivées efficacement pour bermettre un

accés facile aux utilisateurs [1].

Dans la fobotique, la vidéo est utilisée comme un outil pour effectuer certaines tiches.

Par exemple, des robots utilisent la vidéo capturée et des techniques d’analyse d’images

et de vidéos pour reconnaitre I’environnement qui'les entoure afin d’éviter des obstacles,

d’avancer, de reculer, de tourner, etc. {3] .

Dans le domaine de la sécurité, la vidéo est utilisée comme un outil de prévention, de
surveillance et aussi comme un outil d’aide & la prise de décision. Les systémes de vi-

déosurveillance se basent sur la vidéo capturée par des caméras placées a des endroits

stratégiques (routes, aéroports, stations de métro, etc.). Ces systémes fonctionnent en

temps réel pour identifier des événements éuspects, des objets abandonnés ou méme des

actions non permises [2]. En plus des secteurs déja cités, d’autres tels que ’éducation,

I’industrie, la médecine, etc. intégrent de plus en plus la vidéo dans leur fonctionnement.

. Malgré son considérable progrés, Iutilisation de la vidéo dans ces domaines d’application
rencontre encore des limites, surtout lors de l'interprétation des événements et la géné-
ration automatique de la sémantique. Cette derniére se traduit par la reconnaissance du
scénario, d’événements et des objets. Par exemple, dans le domaine de la sécurité, un
systéme de vidéosurveillance tel que IndigoVision capte et identifie en temps réel des
événements suspects ou des objets abandonnés [2]. Cependant, il n’est pas entiérement

automatique puisqu’une personne doit I’assister lors de la prise de décision. Toutefois,

68



cette assistance humaine peut biaiser la décision & cause d’un manqué de concentration,
d’un oubli, etc. D’aprés Gouaillier et Fleurant, un surveillant ne peut pas suivre attenti-
vement de 9.4 12 caméras plus de 15 minutes [31]. A ce phénoméhe s’ajoutent d’autres
limites tel que le colt élevé de la main-d’ceuvre. |

Ces limites se retrouvent aussi dans le domaine de la diffusion d’information. Les sites web
doivent permettre un accés rapide et efficace aux vidéos stockées et ceci par attribution
de mots clés décrivant la sémantique de la vidéo. Cependant, ’homme intervient encore
dans cette attribution ce qui peut induire des erreurs. Paf exemple, dans la recherche de
vidéos sur You'tube, il existe un manque de précision dans les résultats obtenus qui est
dd, entre autres, a l'interprétation, ’humeur et 1e niveau intellectuel de 'utilisateur lors
de D'attribution des mots clés a la vidéo au moment du téléversement. De méme, pour
la télévision, le stockage de vidéos peut faire face & des difficultés dues au coiit élevé de
lanalyse et de I'interprétation des événements de la vidéo.

Dans le domaine de la robotique, des limites relatives & 'invariance atmosphérique et a la
prise de vue sont observées. Des robots comme Spirit et Opportunity effectuent certaines
taches (éviter un obstacle, avancer, etc.) en analysant et en interprétant 'information
visuelle provenant de leurs neuf caméras ainsi que I'information apportée par d’autres
capteurs. L’ensemble de ces informations leur permet d’interagir avec ’environnement
sur la planéte Mars [3]. Ces robots ne comportent pas d’outils d’analyse vidéo pour un
environnement différent de celui de Mars pour'lequel ils étaient prévus. Par exemple, le
flou causé par la brume ou la pluie peut fausser I'interprétation de la vidéo et donc ces

machines ne peuvent étre utilisées que dans ce milieu particulier [56, 55].

Nous proposons dans ce chapitre un systéme d’interprétation de la vidéo pour la produc-
tion de métadonnées en analysant et classifiant avec précision les événements de la vidéo
sans intervention humaine. L’interprétation de ces événements est décrite & I'aide d’un

rapport appelé « dictionnaire de la vidéo ». Comme le systéme est automatique et fournit
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des informations précises, il peut réduire les erreurs relatives a l'intervention humaine.
Ainsi, pour un systéme de Vidéosurveillance‘, une concentration continue d’un surveillant
ne sera plus exigée puisque ce dernier ne sera alerté que dans des cas suspects. De méme,
le stockage et I’archivage des vidéos deviennent indépendants des exercices manuels. Ce
systéme, grice 4 'extraction automatiquevdes métadonnées, permet également une uni-
formisation des mots clés qui se retrouvent dans les sites web contenant des vidéos. Le
systéme peut aussi, vu sa rapidité, réaliser un gain de temps et par conséquent un gain
du coiit de la main-d’ceuvre surtout celle spééialisée. Comme le dictionnaire fournit une
description détaillée des événements de la vidéo, le systéme qui le génére peut avoir un
autre avantage, celui d’étre utilisé dans plus d’un domaine plﬁtét que d’étre spécialisé
dans un seul. Les métadonnées extraites dépendent généralement des données en entrée
et donc peuvent changer selon les besoins d’un domaine en particulier. Dans cette pers-
pective de formation des métadonnées, la méthode développée dans le deuxiéme chapitre
pour la reconnaissance d’actions humaines est utilisée dans ce chapitre. Les hypothéses
sur les vidéos et les actions sous-jacentes & notre approche sont : 1) Les vidéos sont non-
compressés et & niveau de gris. 2) La caméra est fixe. 3) Les actions étudiés sont des

actions humaines et dont les mouvements sont significatifs.

Ce chapitre est organisé comme suit. D’abord, nous décrivons dans la section 3.2 un
systéme idéal pour la fabrication du dictionnaire. Puis, nous proposons dans la section
3.3 un état de I'art de toutes les procédures qui forment notre systéme. Dans la section
3.4, nous exposons notre Systéme d’Interprétation pour la Fabrication du Dictionnaire

(SIFD) ainsi que les résultats obtenus et nous terminons avec une conclusion.
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3.2 Caractéristiques d’un systéme idéal d’interpréta-
tion de vidéos

Notre travail a pour objectif la réalisation d’un systéme d’interprétation automatique
pour la fabrication d’un dictionnaire de la vidéo. Ce dictionnaire est la description haut
niveau >des événements extraits de la vidéo. Selon notre analyse et notre discussion pré-
cédentes, nous définissons six critéres qu’un systéme idéal d’interprétation vidéo doit
satisfaire et qui sont : la généralisation, la précision, I’invariance, I’automatisation, la

rapidité et le cofit faible.

La généralisation du systéme se définit par son adaptabilité aux trois domaines d’utili-
sation de la vidéo déja mentionnés dans l'introduction et & ses différents genres. Ainsi,
lorsque ces deux exigences sont satisfaites, ce systéme peut interpréter de la méme ma-
niére et avec la méme précision aussi bien un film qu’une vidéo de surveillance, une vidéo
compressée qu’une vidéo non compressée, une vidéo en couleur qu'une vidéo a niveaux

de gris.

La précision se définit comme une mesure du degré avec lequel les résultats produits par
le systéme sont conformes & la vérité terrain. Le systéme est précis lorsque, appliqué & une
vidéo, il parvient & détecter les plans, les objets et le mouvement avec un maximum de
précision. Si un événement est non détecté ou rajouté ou mal interprété, cela peut changer
le sens du scénario de la vidéo ainsi que la sémantique qu’elle contient. La précision exige
pour cela une augmentation des vrais positifs, des biens suivis et des biens reconnus et
exige une diminution des faux négatifs, des faux positifs, des non suivis, des mals suivis
et des non reconnus. Un vrat positif est un objet existant dans la vidéo et bien détecté
par le systéme ou un plan bien déterminé. Un faux négatif est un objet qui existe dans
la vidéo, mais ignoré par le systéme ou un plan ignoré par le systéme. Les faux positifs

sont les objets trouvés par le systéme et non existants dans la vidéo ou les plans détectés
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par le systéme et n’existant pas dans la vidéo. Un objet est bien suivi est un objet dont
la trajectbire trouvée par le systéme est celle existante dans la vidéo. Un objet non suivi
est un objet dont la trajectoire n’a pas pu-étre déterminée. Un objet mal suivi est un
objet dont la trajectoire n’a pu étre que partiellement déterminée. Un objet bien reconnu
est un objet dont I'action effectuée est bien identifiée par le systéme. Enfin, un objet mal
reconnu est un objet dont action déterminée par le systéme ne coincide pas avec celle

de la vidéo.

Un systéme invariant se définit généralement par une utilisation stable et précise, in-
dépendamment des conditions de changements de point de vue ou atmosphériques. Par
exemple, la reconnaissance des actions d’un personnage d‘ahs un film doit étre précise
dans les différentes conditions atrhosphériques pour que le scénario de l’acteurl reste co-
hérent. Elle est aussi importante dans la robotique afin que des robots comme Spirit et
Opportunity distinguent les objets lors de leur mouvement méme avec des changements

de luminosité sur Mars ou méme sur Terre. -

Aussi, un systéme idéal se définit comme étant automatique en réduisant, dans les étapes
du processus de fabrication du dictionnaire, 'intervention humaine. L’utilisateur n’inter-
“vient presque pas ni dans la reconnaissance d’événements ni dans celle des objets. Cet
objectif permet de diminuer surtout le coiit de I’exploitation de la vidéo. Par exemple,

Youtube peut indexer automatiquement les vidéos.

Idéalement, un systéme -de production de dictionnaire doit fonctionner en temps'réel. Il
est possible de réaliser un tel systéme en utilisant une grappe de calcul. Le défi consiste
‘a implanter un tel systéme en utilisant le minimum de noeuds pour réduire les coits
d’exploitation. Un compromis entre le coiit _d"exploitation et le temps d’exécution doit

8tre atteint.

Pour satisfaire ces exigences, nous pensons qu’une architecture en trois étapes peut étre
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développée. Premiérement, une identification du genre de la vidéo est requise, & savoir si
elle est compressée ou non, quel est le mode de compression (MPEG, MPEG2, WMV,
etc.), quel espace couleur est utilisé (RGB, HSI, niveaux de gris,...), etc. Par cette dis-
tinction, les procédures d’extraction des événements de la vidéo sont mieux adaptées.
Par exemple, pour une vidéo compressée MPEG, seulement le bitstream peut étre utilisé
dans le reste des ﬁrocédures du systéme. Deuxiémement, les objets, les trajectoires, les
plans d’une vidéo, etc. sont séparés et distingués afin de garder les données pertinentes
et alléger les procédures de reconnaissance d’événements. Par exemple, les vecteurs de
mouvement de MPEG peuvent étre utilisés. Tro‘isiémernent, les résultats obtenus par ces
procédures sont fusionnés pour mettre en relation les événements détectés et donc for-
mer le dictionnaire. D’autres sources de données de la vidéo peuvent étre associées aux

images, comme la voix et le texte (sous-titrage).

3.3 Etat de l’art

Pour élaborer un dictionnaire de la vidéo, il est nécessaire de représentei' cette vidéo. Il
existe trois niveaux de représentation d’une vidéo. La représentation bas-niveau Qui décrit
les caractéristiques d’un contenu vidéo par des outils de base tels que la couleur, la texture,
les formes et les mouvements. Puis, il existe la représentation structurelle qui décrit une
organisation structurelle de la vidéo en images, plans, scénes et séquences comme 'illustre
la figure 3.1. Un plan est défini comrﬁe une séquence d’images prises par une seule caméra
stable en continu. Les scénes sont définies comme des suites de plans contigus qui sont
sémantiquement reliés. L’action est effectuée dans un méme environnement et dans un
~ temps continu. Une séquence est‘ alors un ensemble de scénes appartené,nt au meéme
élan de narration et d’émotion cinématographique, Cette représentation est généralement

utilisée dans la production cinématographique. La derniére représéntation est celle de
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haut-niveau. Elle fournit une description sémantique du contenu de la vidéo dans le but

de modéliser « histoire » véhiculée dans la vidéo [41].

— 7} Vidéo .
{ ‘ u _ﬁ Séquences
i s i —

o e i
T mee

Figure 3.1 - Structure cinématographique d’une vidéo.

La représentation bas-niveau cherche a décortiquer les éléments importants dans une
vidéo, essentiellement les objets én mouvement et leur trajectoire. Une des techniques
établies pour trouver les objets est la segmentation, taﬁdis que le suivi d’objets est la
méthode nécessaire pour avoir la trajectoire des objets segmentés. Nous effectuons, dans

ce qui suit, une revue des techniques de segmentation et de suivi d’objets dans la vidéo.

La segmentation a pour but extraction de I'information pertinente de la vidéo. Dans les
images fixes, la segmentation a pour but de distinguer les différentes régions. Par contre,
pour la vidéo, la segmentation est I’extraction des objets en mouvement. Il existe trois
principales approches de segmentation. La premiére se base sur les différences d’images
en considérant la caméra fixe. Cette segmentation est surtout utilisée dans les modeles
dédiés a la vidéosurveillance. Elle comporte deux méthodes, une basée sur la différence
avec I'image de référence et 'autre sur la différence entre images successives. Le principal
probléme de ce type de méthode est Pacquisition de I'image de référence et sa mise
a jour & cause des effets surtout de changements d’illumination ainsi que lé probléme
d’instabilité de la caméra. Lorsque I'image de référence est difficile & acquérir, elle est

estimée [14] ou selon les travaux de Hsu et Tsan [39] objet mobile de la vidéo est
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enlevé. Dans I'autre méthode, la différence d’images successives détecte les objets et
surtout ceux qui effectuent un mouvement rapide, mais elle est trés sensible au bruit [39].
La deuxiéme approche de segmentation, appelée construction des mosaiques, consiste
dans le cas d’un mouvement latéral ou vertical de la caméra & estimer le fond et par
conséquent discriminer les objéts présents dans le premier plan. Le mouvement global
entre deux images successives est estimé et une seule image panoramique est composée
par ces deux irriages [76, 82, 40]. La derniére approche est la segmentation de mouvement
ot les images sont découpées en régions ayant un mouvement homogeéne. Pour cette fin,
les paramétres du mouvement sont estimés en utilisant la fusion [17], ou le test bayésien

[18], ou l’agrégation autour de centres mobiles [8].

Le suivi d’objets en mouvements est une technique pour la représentation bas-niveau de
la vidéo. Il existe un grand nombre d’approches pour effectuer le suivi. Yilrhéz et al. |88]
classifient ces approches en trois catégories. Le suivi des points est la premiere catégorie.
Il consiste & faire correspondre les points entre eux d’une image & I'autre. Il est nécessaire
pour que la méthode fonctionne de détecter les bons points d’intéréts d’ou la présence
de certaines contraintes pour mieux les cibler. Sethi et Jain [79] utilisent une approche
gloutonne avec des contraintes de proximité et de rigidité. Veenman et al. [83] ajoutent
une nouvelle contrainte liée au mouvement pour pouvoir gérer les problémes d’occulta-
tions rencontrés dans le travail précédent. Schmid et Mohr |78] ajoutent une contrainte
géométrique dont le principe est de retrouver les mémes points voisins de 'image d’ori-
gine dans 'image cible. Une contrainte de triangulation de Delaunay est ajoutée dans les
travaux de Remi et Bernard [74]. La deuxiéme catégorie est celle de suivi de silhouettes.
La méthode des contours actifs est un exemple. Elle consiste & faire évoluer le contour
initial vers I'objet d’intérét [80, 24]. En minimisant la distance Kulback-Leibler (KL)
entre les st.atistiques locale et globale de l'objet par rapport au fond, le suivi est effectué

en présence de contraintes de proximité et de rigidité. Allili et Ziou {11] formulent la
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région d’intérét, pour gérer les problémes d’occultations évoqués dans le travail de Sethi
et Jain [79]. Une autre catégorie est le suivi de noyau. Elle consiste dans le suivi d’une
forme géométrique basique telle qu’un rectangle ou une ellipse. Les chercheurs utilisent
la éouleur et-le gradient pour effectuer une recherche exhaustive du méme objet dans

T'image suivante.

La représentation structurelle de la vidéo. décrit l'organisation de la vidéo. Plusieurs
travaux ont &té réalisés sur cette représentation surtout celle de la détection de plans.
Cependant, les techniques de transition, qui sont de plus en plus nombreuses et variées,
restent encore a étudier. Il est possible de diviser les changements de plan en deux genres :
les changements progressifs définis .par une continuité visuelle lors du passage d’un plan
a 'autre et les changements brusques qui consistent & paSser d’un plan & un autre sans
transition. Il est facile de détecter ce dernier genre de transition. Par contre, les change-
ments progressifs sont plus difficiles & détecter. Il existe principalement cinq différentes
caractéristiques pour la détection de plan. Premiérement, les méthodes orientées pixels
que les différences d’intensité, par exemple, illustrent. Une des plus simples.tech.niques
dans ce domaine est celle de la différence d’intensité moyenne développée par Nagasaka
et Tanaka [63]. Aigrain et Joly [10] proposent aussi une méthode basée sur une étude
statistique des différences pixel & pixel. Deuxiémement, les méthodes orientées histo-
grammes qui présentent des méthodes de différences et de comparaison d’histogrammes
65). Troisiémement, les méthodes orientées contours ont des avantages surtout pour leurs
invariances aux changements d’illumination. Les travaux de Nam et Tewfik, de Zabih
et al. et de 200 [64, 89, 1] illustrent ce genre dé méthodes. Quatriémement, les méthodes
orientées transformées de coefficients telles que la transformée de Fourier discréte, DCT
et ondelette sont aussi utilisées. Cinquiémement, les méthodes orientées mouvement sont
utilisées. Elles sont généralement combinées a d’autres caractéristiques pour la détection

de plan et elles sont généralement inefficaces en cas d’absence de mouvement. Zhang
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et al. utilisent une technique de seuillage pour identifier les endroits ou les changements
(mouvement) sont de faible amplitude. D’autres méthodes se basant sur les sciences cog-
nitives et le traitement du signal sont de plus en plus développées [92] Boccignone et al.
proposent une technique de découpage en plans fondée sur la focalisation lde l'attention

issue du systéme visuel humain [16].

La derniére représentation est celle de haut-niveau. Lors de cette représentation, la dé-
tection d’événements est efféctuée. Elle consiste A rechercher des relations entre les m'ou-
vements et donc a créer la sémantique de la vidéo. Il existe trois catégories en général
pour la détection d’événements. La premiére est celle des approches basées sur des mo-
déles d’événements prédéfinis par des formes, des régles et des contraintes. L’approche
de Koller ét al. [47] utilise les verbes de mouvement pbﬁf décrire les événements effectués
par des voitures, des autobus, etc. par exemple « arrét » ou « avancer », etc. Babaguchi
‘et Jain [12] se basent sur la collaboration intermodale qui utilise le domaine de connais-
sance basé sur les mots clés d’événements. Une autre méthode utilise la segmentation du
mouvement spatio-temporel [75]. Ben-Arie et al. [13] utilisent la vitesse des vecteurs des
parties du corps et l'indexation de pose. Il existe aussi une méthode d’image fondée sur
'ontologie de reconnaissance développée par Maillot et al. [58]. D’autres encore utilisent
lataxonomie et 1’ontologie‘ [33]. La deuxiéme catégorie est celle des approcheé qui ap-
prennent automatiquement les événements au lieu de les spécifier manuellement, et cela,
en utilisant des données d’apprentissage [19, 30, 38, 42]. La.troisiéme catégorie se base
sur les méthodes de classification d’événements utilisant les techniques de ( clustering)

[73, 90, 93].

Les recherches effectuées s’intéressent & combiner plusieurs représentations de la vidéo.
Ces représentations ont pour but de décrire automatiquement les événements de la vidéo.
Par exemple, dans le travail de Hakeem et Shah, un roman de la vidéo est fabriqué ou ils

développent un modéle de lecture, de détection et de représentation d’événements dans la.
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vidéo. C’est dans cette optique que notre dictionnaire se situe en intégrant les différentes

représentations de la vidéo dans un seul systéme.

3.4 Le dictionnaire

3.4.1 Objectif

Pour élaborer ce dictionnaire, notre systéme doit répondre au mieux aux exigences d’un
systéme idéal, déja présenté dans la section 3.1. Cependant, un tel systéme est difficile a
réaliser surtout avec les contraintes de la multitude de leurs formats vidéo, de leur qualité
et de leur contenu. Nous choisissons dans notre travail d’émettre certaines hypothéses
dans l'objectif de garder une vision générale sur sa précision et son automatisme. L’autre
objectif de ce travail est de tester I'utilisation de notre dictionnaire dans deux différents

types de vidéos.

3.4.2 Caractéristiques du Systéme d’Interprétation pour la Fa-

brication du Dictionnaire (SIFD)

La multitude d’informations possible & extraire et les différents genres d’objets qui
peuvent se retrouver dans une vidéo rendent un systéme de détection d’événements gé-
néralement difficile & réaliser, surtout avec la contrainte de précision. Afin de faciliter
la réalisation d’un systéme de haute précision, nous appliquons des hypothéses sur les
vidéos a étudier. Le SIFD est appliqué sur des vidéos non compressées captées par des
cameéras fixes. Notre systéme reconnait seulement les actions humaines et ne considére
pas les relations qui peuvent exister entre elles. Le SIFD produit un dictionnaire en sor-

tie détaillant tout ce qui se passe dans une vidéo : les objets, les mouvements humains
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effectués, le début et la fin d’un mouvement et le début de chaque plan.

La figure 3.2 présente les qué,tre principales procédures pour I’élaboration du dictionnaire.
Au départ, une procédure de détection de coupures de plan est effectuée. A partir de
cette derniére, une premiére information qui est 'image de coupure ainsi que sa position
est acheminée au dictionnaire. Les plans résultants avec un certain nombre d’actions
a détecter constituent I’entrée pour la s‘egmentation. Ensuite, une segmentation par le
contbur spatio-temporel est effectuée pour chaque séquence d’images d’un méme plan.
A la fin de la segmentation, une information sur la forme des objets et la trajectoire du
mouvement est ajoutée au dictionnaire. Cette information est fournie en entrée pour la
troisiéme procédure, celle de la reconnaissance d’actions humaines. Un dictionnaire est
ainsi formé par toutes les coupures, les objets dans chaque plan et le mouvement que
ces objets effectuent. Nous détaillons en ce qui suit chacune des procédures pour former
le dictionnaire. La reconnaissance d’actions humaines fera 'objet du chapitre 2 de notre

mémoire et le reste des procédures du dictionnaire seront au chapitre 3.

————————FPaosition el trajectoire des objets

Vidéo :
Film, . . | Detection des . Reconnaissance
/ videosurveillance, eauence dimages, couptires de plan Segmentation des actions
/ etc, -

Dictionnaire

de la

vidéo

image de coups et position

Figure 3.2 ~ SIFD systéme d’interprétation pour la fabrication du dictionnaire

3.4.3  Détection des plans

Un plan est I'unité de base dans la construction d’une vidéo. C’est une suite ininterrom-

pue d’images provenant d’un seul enregistrement d’une caméra [51]. Il existe différents
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types de coupures dont les plus utilisées sont la coupe franche, le fondu en ouverture,
le fondu en fermeture, le fondu enchainé et le volet. Une coupe franche consiste a pas-
ser instantanément d’un plan a I'autre et produit des changements visuels brusques. Les
fondus en ouverture et en fermeture sont des changements contrdlés de 'amplitude du
signal image. Un fondu en ouverture fait progressivement apparaitre un plan a partir
d’une image noire, tandis qu’un fondu en fermeture fait disparaitre un plan vers une
image noire. La quatriéme coupe, le fondu enchainé ( dz’sso[ve) est une combinaison d’un
fondu en ouverture et d'un fondu en fermeture. Ce genre de coupure est utilisé pour
signifier un saut dans le temps. Enfin, le volet (wipe) est une transition graduelle a I'aide
d’un trucage vidéo par‘lequel une image semble pousser une autre en dehors de I’écran.
Dans notre-travail, nous utilisons la méthode développée au sein du laboratoire MOIVRE
par Lawrence et al. [51]. Ce choix est motivé par la disponibilité du code source. Cette
méthode, appelée détection de frontiéres de plans, se base sur la sommation de la dérivée
temporelle et de la suppression des pixels ou le gradient n’est pas dominé par sa compo-
sante temporelle. Lawrence et al. définissent une mesure D(t) pour la segmentation de
vidéo 3D. Pour une vidéo V(z,y,t), iis calculent le gradient spatio-temporel & ’aide des
trois dérivées partielles V;(z,y,t), V,(z,y,t) et Vi(z,y,t). La mesure D(t) est calculée

alors par 1’équation

sinon

M N . ‘
D(t) = ZZ{ E)Vt(x,y,t)l si tanf < T

z=1 y=1
ou M et N sont respectivement la longueur et la largeur des images de la vidéo, Ty
est un seuil défini & P'entrée et 6 est I’angle entre le vecteur du gradient (V,,V,, V;) et le

vecteur temporel (0,0, V;) tel que

tanf =

VZ V2 ' '
_ME_ (3.1)

14
Les dérivées partielles sont développées dans la section 2.1.2. Les coupures produisent

des maxima dans la mesure D{t). Pour localiser alors les frontiéres, il suffit d’identifier
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les maxima locaux et supprimer ceux qui peuvent étre dus a des phénomeénes comme le
bruit, le mouvement et les variations dans I’éclairage. Les frontiéres sont localisées telles
que

t est un maz local < D(t) > D(s) Vs € [t — w,t + w] o (3.2).

ol 2w + 1 est la taille du voisinage de ¢ considéré pour la localisation de maxima. Ces
derniers sont analysés pour éliminer ceux non désirés. Les maxima de faible amplitude
- sont éliminés par un seuil 7. Puis, parmi le reste des maxima, ceux avec une faible
amplitude relative & leur voisinage sont aussi éliminés. L’amplitude relative AR est définie |

-comime

AR(to) = D(to) — e + 1) ;— )

ol m, et my sont respectivement les valeurs minimales de la fonction D(t) avant et aprés

(3.3)

le maximum D(tp) dans une fenétre de taille fixe 4w + 1 centrée sur ¢.
mq = Min(D(s)) Vs € [ty — 2w, to — 1] o (3.4)
mp = Min(D(s)) Vs € [to + 1, %0 + 2w] ‘ (3.5)

La frontiére ty de la vidéo est identifiée comme frontiére d’un plan si

D(tp) est un maﬁ local de D(t) | (3.6)
D(to) > 1 * Maz(D(t)) Vt ‘ ‘ (3.7)

et
_D(to) > To *AR(to) ' . (38)

3.4.4 Extraction des zones d’intéréts des vidéos

Aprés I'extraction des images de coupures, nous obtenons alors un certain nombre de

séquences d’images homogénes et contenant un certain nombre d’objets. Nous détectons
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ces objets de la séquence. Pour ce féire, nous procédons par la détection du contour
spatio-temporel. Tel qu’il a été présenté dans la section 2.1.2, le contour spatio-temporel
contient 'information spatiale des objets en mouvement. Nous considérons comme objet
spatio-temporel, une zone de 'image contenant un contour spatio-temporel avec les pixels
_contigus. Ainsi, ces contours vont étre utilisés comme caractéristique CST lors de la

reconnaissance de 'action humaine pour générer les métadonnées dans notre dictionnaire.
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3.4.5 Suivi des zones d’intéréts

Pour chaque plan trouvé dans la vidéo, un ensemble de zones sont extraites par le contour
spatio-temporel. Nous suivons aprés le mouvement de ces zones et nous déterminons la
trajectoire qu’elles effectuent. Le suivi fait correspondre les zones extraites et sépare
entre plusieuré objets en mouvement. Pour suivre une zone 1 trouvée dans I'image 7 — 1,
nous détectons les points d’intéréts SIFT S! , qu’elle contient. Nous cherchons pour
chaque zone détectée j de I'image i du gradient spatio-temporel les points SIFT Sf
qu’elle contient. Parmi les points S} ; et Sij , nous cherchons ceux qui correspondent en
coordonnées. La zone j de I'image ¢ du gradient ayant le plus de points correspondants
est considérée comme la zone 1 en mouvement. Nous effectuons la méme procédure pour
le reste des zones de I'image i du gradient. Une zone est considérée disparue si aucun
point n’est retrouvé dans I'image suivante. Une nouvelle zone est crée si une zone est
détectée et ne correspond & aucune zone antérieure. Nous illustrons ce suivi d’objets a la

' figure 3.3.

Nous poursuivons les zones image par image jusqu’a la fin du plan. Lors de la fabrication
de notre dictionnaire, nous décrivons la trajectoire de ’objet pendant tout le plan. Il
peut arriver qu’une zone, lors de la détection d’un contour, soit découpée en zones non
contigués. Par notre suivi, nous pouvons reconstruire la zone dans les images suivantes.
Dans le cas ou une zone M de I'image ¢ se divise en deux morceaux M; et M, lors de
Iextraction des zones d’intéréts de I'image 7 + 1 et se reconstitue dans 'image ¢ + 2
en une seule zone M, notre systéme SIFD considére que M; 'et M, constituent un seul
objet. Nous illustrons ce cas 4 la figure 3.4 ot méme si "une personne" se découpe en
deux morceaux dans i, elle esﬁ retrouvée dans 7 + 1. Notre systéme rassemble les deux

morceaux de 4 lors de la correspondance de points de chaque zone dans 'image 7 + 1, ces
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image i+1
Image i-1 . o

tmage |

Figure 3.4 — Reconstruction d’objet par le suivi

deux derniéres appartenant au méme objet.

3.4.6 Reconnaissance d’actions humaines

Aprés 'extraction des zones et le suivi de leurs mouvements, nous reconnaissons le mou-
vement effectué par chaque objet. Dans notre travail, nous ne considérons que les actions
humaines qui sont importantes que ¢a soit pour la vidéosurveillance ou pour les films
et méme pour les journaux télévisés. Nous appliqubns le modéle de reconnaissance d’ac-
tions humaines développé dans le chapitre 2. Rappelons que la zone d’intérét représentée
par la caractéristique CSST qui englobe le contour spatio-temporel ainsi que les points
d’intéréts déja trouvés lors de 'extraction des zones d’intéréts et de suivi des objets.
Les données extraites dans cette zone seront utilisées pour la reconnaissance de la classe
d’actions.

Pour la procédure d’apprentissage, le systéme 'apprend des actions définies par 'utili-
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sateur et contenues dans différentes vidéos. Ces vidéos contiennent chacune d’elles une
seule action humaine. Lors de l’apprentissage, chaque ensemble de vidéos contenant la
méme action est regroupé. Comme présenté dans le chapitre 2, pour chaque vidéo d’ap-
prentissage, le CSST est extrait seulement sur les zones d’intéréts. Nous apprenons nos
actions par l'algorithme MBRL présenté dans la section 2.3. L’apprentissage pour la re-
connaissance d’actions humaines est effectué sur seulement les actions provenant de notre
éollection et donc seulement les actions « marcher », « courir », « ouvrir la porte », « .
s’asseoir » et « se tenir debout » peuvént étre reconnues pour le test. Pour chaque zone
extraite et suivie dans un plan, nous lui fabriquons le vecteur de caractéristique CSST
(section 2.1). Tel que présenté dans la section 2.3.3, nous définissons la classe de I'objet
en mouvement de la zone d’intérét par ce vecteur. L'avantage d’un systéme basé sur
l’apprentissagé est qu’il pourrait étre utilisé dans plusieurs applications. Par exemple, si
~ le systéme apprend les actions « courir », « frapper », « marcher », « sauter », le SIFD.

peut détecter une bagarre dans une station de métro par l’action « frapper ».

3.4.7 Expérimentations

Afin de montrer les caractéristiques du SIFD, nous présentons, au début, des mesures de
performance pour chacune de ses procédures pour mettre en évidence sa précision et son
automatisation. Ensuite, nous analysons a la fois une vidéo provenant d’un film et une
autre provenant d’un systéme de vidéosurveillance. Avant de présenter les résultats obte-
nus, nous décrivons, en premier lieu, la définition de la vérité terrain et les abréviations
utilisées au sein de notre dictionnaire..En deuxiéme lieu, nous comparons les résultats
de la détection de plan, de I'extraction des zones d’intéréts, du suivi et de la reconnais-
sance d’actions humaines avec la vérité terrain. Les résultats de la reconnaissance sont
aussi comparés avec ceux obtenus dans le troisiéme chapitre du mémoire de Chahid[21].

En troisiéme lieu, nous montrons les résultats obtenus du SIFD d’un épisode de la sé-
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rie Friends (figure 3.10) et nous comparons ceux d’une vidéo provenant de la collection

PETS au nom de OneStopNoEnterlcor avec sa vérité terrain.

Définition et abréviations

Les abréviations suivantes sont utilisées pour décrire les résultats obtenus : NM= nom
du fichier de la vidéo, NB= Nombre d’images dans la vidéo, IW= lérgeur des images de

la vidéo, IH= longueur des images de la vidéo.

Dans un plan, les abréviations suivantes sont utilisées : P1= numéro du plan, IR = image
de référence d’un plan, ID= numéro de 'image de départ d'un plan, IF= numéro de

I'image finale d’un plan.

Pour les objets détectés dans une séquence d’images d’'un méme plan, les abréviations
~suivantes sont utilisées : O= numéro de l'objet détecté, IO= image de I'objet, OD="
numéro de la premiére image ot I'objet est détecté, OF= numéro de 'image de disparition

de I'objet, Mv= I'action humaine effectuée.

Tel que définit dans la section 3.2, pour illustrer la précision de notre systéme, nous
représentons le nombre d’objets NB dans la vérité terrain OR, le nombre NB et le taﬁx
T de vraié positifs (plans ou 'dbjets) estimé V.P par le systéme SIFD, le nombre NB et
le taux T de {frais négatif V.N (plans ou objets), le nombre NB et le taux T de faux
positifs F.P (des objets détectés non existants ou des plans non existants), le nombre
NB d’objets a suivre O.S, le nombre NB et le taux T de bien suivi B.S, de non suivis
N.S et de mal suivi M.S, les actions reconnues dans la vérité terrain A, le nombre NB

et le taux T de biens reconnu B.R et enfin le nombre NB et le taux T de mals reconnus

M.R des actions mal définies.
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La vérité terrain

La vérité terrain est la reproduction manuelle de la détection de changement de plan,
de la détection d’objets, du suivi d’objets et de la reconnaissance d’actions que nous
effectuons sur une vidéo. En premier lieu, nous cherchons ou se trouvent des change-
ments de plan dans une vidéo. Pour les vidéos structurées, nous considérons les mémes
genres de plan que dans la littérature. Nous cherchons alors un changement brusque ou
un changement progressif dans la vidéo et nous marquons 'image du début du change-
ment. Pour les vidéos non structurées, nous considérons qu’un changement de plan est
un changement'signiﬁcatif dans lequel un objet de taille supérieure a 50 pixels apparait
dans plus de 10 images. Par exemple, dans une vidéo de surveillance, une personne qui
entre dans le champ de la caméra de surveillance provoque un changement de plan. Nous
marquons dans ce cas I'image de ’apparition de ’objet en tant qu’image de référence
pour le nouveau plan.

En deuxiéme lieu, nous détectons les objets en mouvement. Nous visualisons image par
image un plan et nous cherchons les objets en mouvement pour les encadrés par un rec-
tangle dessiné par la souris de facon qu'il englobe 1’objet en mouvement. Nous effectuons
cette démarche jusqu’a la fin du plan. Dans la vérité terrain, nous considérons une zone
de changement toute zone continue dans ’espace et en mouvement. Par exemple, nous
considérons dans la figure 3.5 la zone de changement en rectangle rouge. Elle entoure une
personne qui ouvre une porte et une partie de la porte qu’elle ouvre.

En troisiéme lieu nous suivons nos zones de changements image par image. Dés qu'une
zone de changement est détectée dans I'image i, nous cherchons dans l'image i + 1 la
zone qui lui correspond. Une zone qui se retrouve d’une image & l'autre est une zone
dont la forme visuelle et la position ne varient pas beaucoup. Dans la figure 3.5, nous
considérons que les trois zones de changements sont la méme zone en mouvement. Nous

considérons une zone est bien suivi B.S lorsqu’elle est détectée et suivie tout au long de
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sa trajectoire dans un méme plan. Une zone mal suivi M.S est celle ou seulement une
partie de sa trajectoire est conforme & celle de la vérité terrain.

En quatriéme lieu, nous effectuons la reconnaissance de 'action trouvée aprés le suivi
d’une zone. Nous attribuons le verbe d’action d’une zone selon les verbes donnés en ap-
prentissage pour notre SIFD (marcher, ouvrir une porte, courir, etc.). En cas d’absence

parmi nos verbes, nous attribuons un verbe a I'action n’appartenant pas au groupe déja

connu par exemple « sauter », « tomber », etc.

Figure 3.5 — Zone de changement extraite par la vérité terrain

La collection

Nous expérimentons notre algorithme sur trois collections de vidéos différentes, compor-
tant des données du secteur de la surveillance, du cinéma et de la prévention. Premié-
rement, les vidéos de la collection PETS utilisées par un grand nombre de chercheurs
dans les méthodes de segmentation et de classification de vidéo [6]. Ces vidéos MPEG
comportent des actions qui se déroulent principalement dans un centre d’achat ou une
station de métro. Dans notre travail, nous choisissons 15 vidéos de cette collection au ha-
sard avec chacune comportant un échantillon de 16 secondes avec 25 images par seconde.
Les images de ces vidéos sont de taille 320 x 240 pixels. Ensuite, une vidéo de la série

Friends est extraite. Elle comporte plusieurs plans et des objets différents. Nous avons

89



choisi une partie de I'épisode de Friends de 600 secondes avec 25 images par seconde.
Chaque image est de I’ordre de 160 x 120 pixels. La troisiéme collection est une collection »
de vidéos d’actions humaines que nous avons captées. Nous avons filmé 34 vidéos pour
'action « marcher », 22 pour celle de « courir », 29 pour I'action « ouvrir une porte », 13
« se tenir debout » et 14 vidéos pour 'action « s’asseoir » sur une chaise pour un total de
112 vidéos. Chaque vidéo comporte 200 images de 320 x 240 pixels. La figure 3.6 illustre
notre collection. Nous effectuons apprentissage de notre systéme de reconnaissance d’ac-
tions humaines sur 66 vidéos parmi notre collection et nous les testons sur ’ensemble des
vidéos de notre collection. L’action "se tenir debout" est une action ou la personnei est
debout tout en effectuant un mouvement du corps (se retourner, se balancer de droite
a gauche, etc.) sans effectué un déplacement dans la scéne. Dans le but de montrer la

précision du SIFD, nous disposons d’une vérité terrain obtenu manuellement.

Détection de plans

Nous comparons les résultats de la détection de changement de plan obtenus par SIFD
avec ceux de la vérité terrain. Les résultats obtenus pour 15 vidéos de la collection
PETS ainsi que ceux obtenus pour les 30 vidéos de notre collection sont présentés dans
le tableau 3.1. Nous retrouvons, dans ce dernier, le nombre de transitions de plans &
détecter poﬁr'chaque groupe de vidéo selon la vérité terrain ainsi que celui des vrais
positifs, des faux positifs et des vrais négatifs estimés par SIFD. Ce tableau donne une
idée sur les performances de la détection de plan dans’le cas des vidéos non structurées
(vidéo surveillance). Nous remarquons que, pour les vidéos de PETS et celles de notre
collection, le nombre de F.P est élevé, ce qui peut étre expliqué essentiellement par le
choix des pafamétres en entrée pour 'algorithme. Nous remarquons aussi un nombre

élevé de V.P avec un taux de changements de plan bien détecté d’environ 98.5 % pour
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Porte

Courir

Assis

Debout

Marche

Figure 3.6 — Collection des actions humaines (marcher, courir, se tenir debout, ouvrir
-une porte et s’asseoir sur une chaise)

| Titre Vidéo “ OR | V.P l V.N ] F.P ]
15 vidéos PETS 38 36 2 6
112 vidéos propre {| 85 85 0 10 '

Tableau 3.1 — Résultats estimés par SIFD pour la détection de plans
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Tit Vidéo OR V.P V.N F.P |
NB|[NB|T% |NB| T% |NB| T%
15 vidéos PETS 84 | 62 | 73,8 22 | 18,03 | 16 | 13,11
112 vidéos propres || 157 | 157 | 100 | O 0 53 | 25,23

Tableau 3.2 — Résultats estimés par SIFD pour I'extraction des zones d’intéréts

toutes les vidéos et un taux de faux positifs F.P ne dépassant pas les 11 % parmi tous

les changements de plan détectés.

Extractior_l des zones d’intéréts des vidéos

Comme pour la détection de pléns, nous effectuons une comparaiéon des résultats de
la procédure de 'extraction des zones d’intéréts du SIFD avec la vérité terrain. Nous
présentons ces résultats dans le tableau 3.2. Ce dernier montre ceux obtenus pour les
mémes 15 vidéos de la collection PETS ainsi que ceux des 112 vidéos de notre collection.
Dans ce tableau, nous retrouvons le nombre d’objets & détecter pour chaque groupe de
vidéo selon la vérité terrain ainsi que celui des vrais positifs, des faux positifs et des vrais
négatifs estimés par le SIFD. Le taux des vrais positifs est calculé par rapport au nombre
d’objets & détecter. Par contre, le taux des Vrais Négatifs V.N et celui des Faux Positifs
F.P sont calculés par rapport au nombre total d’objets détectés par SIFD.

Nous obtenons une bonne extraction des objets. A part 73,8 % seulement trouvés dans
le cas de la collection PETS, les objets des 112 vidéos propres sont tous biens seg-
mentés. Cette diminution du taux de biens segmentés (vrai positif)'p.our la collection’
PETS est due surtout au nombre d’objets que chaque plan contient. Les vidéos de PETS
contiennent.plus d’un objet dans le méme plag & l'opposé de notre collection ot nous
trouvons un seul objet. En analysant lesvrésul'\catsl de la collection PETS, nous remar-

quons que lors de l'extraction des zones d’intéréts, les problémes majeurs sont causés
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par 'occultation par exemple dans les vidéos OneShopOneWait2cor P1, OneShopO-
neWait2cor_ P2 et OneShopOneWait2cor_ P3 ou trois personnes sont mals segmentées
parce qu’elles marchent céte & cote dans la vidéo et il existe un contact entre elles. Ces

trois personnes sont considérées comme un seul objet (voir figure 3.7).

ix N K léu\-w“

Figure 3.7 - OneShopOneWaz’thbr_ P1- trois personnes sont détectés dans une seule
zone

Nous remarquons aussi que les vrais négatifs sont causés par des changements de lumiéres.
Dans les vidéos Fight OneManDown_ P1, Fight OneManDown_ P2, Fight RunAway2
et LeftBag_ AtChair_ P1, nous remarquons des objets détectés causés par le changement
de lumiére. Dans la vidéo OneShopOneWait2cor P1, nous retrouvons ainsi un objet

détecté causé par 'ombre 3.8.

Suivi des zones d’intéréts

Apreés extraction des zones d’intéréts des objets, nous effectuons leurs suivis. De méme

que pour les deux procédures précédentes, nous présentons les résultats obtenus pour
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Figure 3.8 — OneShopOneWait2cor _P1- Pombre de I’homme est détecté comme objet

| Titre Vidéo || 0.5 | B.S | N.S | M.S |
NB|[NB| T% [NB|T% |NB| T%
15 vidéos PETS 84 | 63 | 75,00 O 0 21 | 25,00
112 vidéos propres || 157 | 122 | 77,70 | 0 0 35 | 22,29

Tableau 3.3 — Résultats estimés par SIFD pour le suivi

les collections (PETS et vidéos propres ) dans le tableau 3.3. Nous présentons dans ce
dernier les performances de notre procédure de suivi par rapport a la vérité terrain et du
fait le taux de réussite dans ’extraction de trajectoires. Dans les deux collections, nous
observons que le nombre d’objets rion suivis est égal & zéro. Tous les objets trouvés dans
les vidéos sont généralement biens suivis B.S ou mals suivis M.S, d’ou la trajectoire
de l'objet est retrouvée complétement ou partiellement. Nous remarquons que les taux
de biens suivis B.S et de mals suivis M.S pour les deux collections est de ’ordre de
75 % et 25 % respectivement. Aprés aﬁalyse des résultats du suivi, & part les problémes
reliés a la fausse détection des zones d’intéréts et la mauvaise détection de plan, d’autres
problémes tels que le probléme du peu de points SIFT peuvent causer ce mauvais suivi.
Par exemple, dans la vidéo OneShopWaitlfront P2 de la collection PETS, le suivi d’une
femme & lintérieur du magasin n’a pas pu étre terminé, seulement une petite région de
son corps se montrait et du fait le nombre de points d’intéréts dans cette zone détectée

est insuffisant (figure 3.9).
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Figure 3.9 — OneShopOneWait2cor_ P1- un nombre de points d’intéréts faible dans la
zone d’intérét pour effectuer le suivi

|£‘it Vidéo [ A | B.R | M.R |
NB|NB| T% |NB| T%
15 vidéos PETS 84 | 59 | 70,23 | 25 | 29,76
112 vidéos propres || 157 | 120 | 76,43 | 37 | 23,56

Tableau 3.4 — Résultats estimés par SIFD pour la reconnaissance d’actions humaines

Reconnaissance d’actions humaines

Nous présentons dans le tableau 3.4, les résultats de la reconnaissance d’actions humaines
pour les deux collections. Ce tableau contient le nombre d’actions reconnues par rapport
a la vérité terrain ainsi que le nombre des actions mal reconnues ou inexistantes dans les
actions d’apprentissage (Vrai Néga’cif). Ces résultats concernent les objets bien segmentés

et dont la trajectoire est bien ou mal suivi.

Pour les deux collections, nous obtenons un taux de bien reconnu qui dépasse 70 %
parmi les objets bien segmentés et dont la trajectoire est bien ou mal suivi, malgré que
Iapprentissage s’effectue sur toutes les images de la vidéo et la reconnaissance a l'aide

seulement des objets détectés et leurs trajectoires. Nous remarquons, aussi, que le taux
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élevé d’actions mal reconnues pour la collection PETS est dii au manque d’actions &
apprendre. Pour évaluer notre modéle de reconnaissance d’actions humaines appliqué sur
des objets en mouvement, nous choisissons de présenter la matrice de confusion pour

notre collection. Cette matrice permet de présenter le taux de bien classé pour chaque

catégorie d’actions, ainsi que les catégories avec lesquelles une confusion se présente.

Ouvrir porte | Se tenir debout | Courir | Marcher | S’asseoir
Ouvrir porte 72,41% 0% 13,79% | 6,89% 6,89%
Se tenir debout 0% 76,92% - 15,38% | 7,69% 0%
Courir 0% 4,54% 77,27% | 13,63% | 4,54%
Marcher 0% 0% 11,76% | 82,35% 5,8%
S’asseoir 0% 0% 14,28% 0% 85,71%

Tableau 3.5 — La matrice de confusion pour notre collection

La matrice de confusion pour nos 112 vidéos propres est présentée dans le tableau 3.5.
Nous obtenons un taux moyen de bien classé de 78,93 %, malgré que la reconnaissé.nce se
fait seulement sur les objets en moﬁvement et pas sur toute la vidéo comme dans le caé de
I'apprentissage. Il est & remarquer que l'écart-type ne dépassé pas 4,62, ce qui confirme la
stabilité des résultats obtenus pour la recdnnai_ssance d’actions humaines avec le modéle
de classification MBRL étudié¢ dans la section 2.3. Gloabalement, nous remarquons que
plus les objets et leurs trajectoires sont bien définis, meilleurs sont les résultats de la
reconnaissance d’actions humaines. Cette observation explique en partie que I'action «

s’asseoir » est la mieux classée avec 85.71 % puisqu’elle est la mieux segmentée.

Nous comparons, dans le tableau 3.6, le taux d’actions bien classées par le SIFD & celui
obtenu dans le travail [21]. Cette compafaison s'effectue sur les résultats obtenus par le
SM2 sans la fusion des capteurs. Dans le travail de Chahid, le terhps d’une action est
manuellement définit & 3 secondes. Dans notre travail, cette contrainte n’existe pas et
Paction est définie seulement par le mouvement de la personne.

Nous remarquons d’aprés le tableau 3.6 que SM2 obtient en général une meilleure recon-
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Ouvrir porte | Courir | S’asseoir | Se tenir debout | Marcher | Moyenne | Ecart-type

SM2 69% 81,9% | 91,7% 84,6% 85,3% 82,5%
SIFD 72,41% 77,27% | 85,71% 76,92% 82,35% | 78,93%

7,47
4,62

Tableau 3.6 — Comparaison entre les résultats obtenus par le SIFD et ceux obtenus par
le systéme de surveillance par fusion de capteurs '

[ Titre Vidéo Al BR | MR

NB|NB | T% | NB | T%
112 vidéos propres || 157 | 134 | 85,3 | 23 | 14,6

Tableau 3.7 — Résultats estimés par SIFD pour la reconnaissance d’actions humaines par
apprentissage d’objets.

naissance d’actions. Dans le travail de Chahid, les vidéos d’apprentissage se retrouvent

parmi les vidéos de tests sans aucun changement. Pour le SIFD, les éléments de tests ne
sont plus des vidéos entiéres, mais seulement des objets en mouvement ce qui différe des
données d’apprentissage basées sur toute la vidéo en entrée. Nous remarquons aussi une
- amélioration pour la reconnaissance de I’action Ouvrir porte. Cela est di & ’extraction
des zones d’intéréfs qui distingue bien la zone de la porte et le mouvement de 'ouverture

de la porte.

Nous testons I'impact de 'apprentissage &4 partir d’objets au lieu de I'apprentissage &

partir de toute la vidéo. Nous avons choisi d’apprendre un nombre total de 39 objets,

dont 6 pour 'action « marcher », 6 pour « courir », 12 pour « ouvrir une porte », 6 pour

« se tenir debout » et 9 objets pour Paction « s’asseoir » sur une chaise. Nous testons
SIFD sur les 112 vidéos de notre base de données. Dans le tableau 3.7, nous remarquons

une amélioration de la reconnaissance de 'ordre de 6,37%.

D’aprés les résultats obtenus par les quatre procédures ci-dessus, nous pbuvons conclure,
qu’avec 85, 3 % d’actions reconnues pour notre collection et 70 % pour la collection PETS,

le SIFD n’a besoin d’aucune intervention humaine dans le processus de reconnaissance
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& l’encontre du systéme pour la surveillance par fusion de capteurs qui a besoin d’inter-
vention humaine pour définir les segments de vidéos pour chaque action. SIFD éprouve
des problémes surtout lors de ’extraction des zones d’intéréts causés entre autres par les

changements de luminosité et les problémes d’occultations.
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Exemples de dictionnaire vidéos

Nous présentons, ci-dessous, les dictionnaires obtenus pour deux vidéos de domaines
différents. La premiére vidéo est un extrait du film OneStopNoEnterlcor d’une durée de
28 secondes en raison de 25 images/seconde 3.10. La deuxiéme vidéo est un extrait de la

série Friends d’une durée de 600 secondes et de I'ordre de 25 images/seconde.

Le tableau 3.8 représente le dictionnaire de la vérité terrain de la vidéo OneStopNoEn-
terlcor et le tableau 3.9 représente celui estimé par le SIFD. Pour la procédure de l'ex-
traction deé zones d’intéréts, le SIFD détecte 3 objets illustrés dans le fableau 3.9 parmi
les 5 objets présentés dans le dictionnaire de la vérité terrain dans le tableau 3.8. Nous
remarquons la disparition des deux derniers objets O4 et O5 du dictionnaire estimé. Cela
est di principalement au mouvement lent de ces objets. La détection_du contour spatio-
temporel ne distingue pas le mouvement‘ puisque la zone de changement est nulle. Pour
la reconnaissance d’actions, nous considérons que l’action « se tenir debout » trouvée par

notre systéme coincide avec 'action-arrét. Toutes actions détectées ont été suivies.

Le probléme montré pér cette expérimentation est la mauvaise détéction d’objets qui se
déplacent & une faible vitesse. Notre SIFD s’exécute en 3300 secondes pour effectuer I’ex-
traction des zones d’intéréts et le suivi et en 18 secondes pour effectuer la reconnaissance
d’actions pour la vidéo OneStopNoEnterlcor. Ce temps d’exécution est dii principale-
ment & 'extraction des caractéristiqués, surtout les points d’intéréts SIFT pour effectuer

le suivi.
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Figure 3.10 — Exemple d’images de la vidéo OneStopNoEnterlcor
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NM=OneStopNoEnterlcor.mpg, NB=700, ITW=360, ITH=240

ID=0 ,IF=700 |
OD=0, OF=52, Mv=marcher ]

‘OD=53, OF=95, Mv=arret |

OD=97, OF=700, Mv=marcher |

0OD=340, OF=400, Mv=bouger tete ]

OD=343, OF=400, Mv=Dbouger tete } ]

Tableau 3.8 — Dictionnaire de la vérité terrain de la vidéo OneStopNoEnterlcor .
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NM=0OneStopNoEnterlcor.mpg, NB=700, IW=360, IH=240

[[P1:0, IR= , ID=0 ,IF=700 ]
[0 1,10 OD=0, OF=52, Mv=marcher |
[O 1, IO OD=53, OF=95, Mv=arret |
[0 1,10 %, OD=96, OF=393, Mv=marcher |
0 2, TO—LM OD—0, OF—700, My—marcher ]‘
[O 3, I0= H 0OD=97, OF =700, Mv;marcher ]

Tableau 3.9 — dictionnaire estimé automatiquement de la vidéo OneStopNoEnterlcor.
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Figure 3.11 — Une épisode de la série Friends de 600 secondes avec 25 images/seconde
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Nous présentons en ce qui suit les résultats de la vidéo d’un épisode de la série Friends
tel I'extrait dans la figure 3.12 dont un résumé est illustré dans la figure 3.11. Dans le
tableau 3.10, nous illustrons le nombre de plans détectés par le systéme SIFD et la vérité
terrain construite manuellement. Nous présentons les scores dans le tableau 3.10 et nous
remarquons que tous les plans (Vrais Positifs) ont été-détectés avec un pourcentage de
faux positifs de Pordre de 9,5%.

Nous montrons dans le tableau 3.11 les résultats obtenus & partir de notre ‘extraction

[Tk Vidéo [ OR [ V.P [ V.N [ F.P |
[Friends [ 314314 ] 0 [ 30 ]

Tableau 3.10 — Résultats estimés par SIFD pour la détection de plans

des zones d’intéréts. Nous obtenons un taux de 84,05 de zones d’intéréts retrouvées et un
taux de 15% de zones non détectées (Vrais Négatifs) ou qui ont été détectées sans qu’elle
existe (Faux Positifs). Cela revient généralement au probléme d’occultation surtout dans
les plans qui comportent plusieurs zones. Par exemple, des zones sont fusionnées en une
seule zone telle présentée dans la figure 3.13. Nous remarquons que la femme et Penfant
sont fusionnés dans une seule zone d’intéréts de méme pour ’homme et la serveuse der-

riére lui.

Nous vérifions en ce qui suit les résultats du suivi effectué paf le SIFD avec ceux de la
vérité terrain. Nous illustrons nos résultats dans le tableau 3.12. Parmi les zones d’intéréts
bien détectés ou vrais positifs, nous cherchons celles ol le suivi était bien effectué (B.S:
Biens Suivis) par rapport a la vérité terrain. Nous obtenons un taux de B.S dé 77,24% et

de 22, 75 de mals suivis M.S pour un total de 100%. Pour toutes les zones bien segmentées,
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Figure 3.13 — Extraction des objets dans une scéne de la série : Ol fille qui entre au
magasin, O2 'homme & droite debout entrain de parler, O3 'homme a droite assis sur
la table et qui bouge la téte.

[Tit Video [OR] V.P | V.N | F.P |
NB[NB| T% |NB| T% | NB| T%
Friends || 345 | 290 | 84,05 | 50 | 14,49 | 60 | 15,00

Tableau 3.11 — Résultats estimés par SIFD pour 'extraction des zones d’intéréts

le suivi est effectué. Les zones M.S sont des zones ol des ruptures de suivi sont causées
par le peu de points d’intéréts retrouvés surtout pour les zones qui contiennent un petit

mouvement.

Pour la reconnaissance d’actions humaines, nous utilisons les mémes données d’appren-
tissages présentés ci-dessus (notre collection). Pour fabriquer la vérité terrain, nous ca-
tégorisons manuellement les actions de cet épisode de la série Friends selon 6 actions

« marcher », « courir », « s’asseoir », se tenir debout, ouvrir porte et autres actions

[Titre Vidéo JOS| B.S | NS | MS |
NB|NB| T% |NB| 1% |NB]| T%
Friends 290 | 224 | 77,24 | 0 | 0 | 64 | 22,75

Tabléau 3.12 — Résultats estimés par SIFD pour le suivi
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or celles connues pour 'apprentissage. Le tableau 3.13 illustre une comparaison entre la
reconnaissance d’actions humaines par notre SIFD avec la vérité terrain. Nous obtenons

74,69% des actions sont reconnues par SIFD parmi toutes les actions de la vérité terrain.

Ouvrir porte Courir | S'asseoir | Se tenir debout | Marcher | Autre
_Verité Terrain 6 0 43 99 14 128
SIFD 4 0 . 36 71 10 128

Tableau 3.13 — Comparaison entre les résultats obtenus par le SIFD et la vérité terrain

Temps d’exécution du SIFD

Dans le tableau 3.14 nous présentons les moyennes des temps d’exécution en secondés
pour les quatre procédures de notre SIFD pour les trois collections étudiées. Les temps
d’exécution (en secondes) de I'extraction des zones d’intéréts et du suivi sont présentés.
ensemble puisque les deux s'exécutent ensemble dans notre appliéation. Comme présenté
dans la section collection, noﬁs avons 15 vidéos de PETS avec chacune 400 images de
taille 360 x 240 pixels. Notre collection contient, aussi, 112 vidéos avec 200 images de
360 x 250 pixels. L’épisode de Friends contient & elle-méme 15000 images de 160 x 120.
D’aprés le tableau 3.14 nous remarquons que I’extraction des zones d’intéréts de 'épisode
de Friends a un temps d’extraction des zones d’intéréts et de suivi plus rapide que les
autres vidéos en temps de traitement (secondes) par image. Nous obtenons une moyenne
du terhps de traitement pour I'extraction des zones _d’intéréts et le suivi (segementation)
d’environ 3 secondes par image tandis que pour les 112 vidéos propres, la moyenne est
de 11 secondes/image et 17 secondes pour la collection PETS. Cela s’explique entre
autres par la taille de I'image utilisée dans Friends qui est plus petite que les deux
autres. Nous pouvons aussi expliquer le temps plus long pour les vidéos PETS par le
nombre d’objets contenu qui est plus grand que celui des 112 vidéos propres. Ces derniers

contiennent, généralement 1 a 2 actions maximums avec une moyenne de 5 secondes pour
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la reconnaissance d’actions. Pour les vidéos PETS, elles contiennent en moyenne entre 3
et 4 objets par vidéo avec une moyenne de temps d’exécution par vidéo de 15 secondes
pour la reconnaissance. Nous obtenons en moyenne entre 3 et 7 secondes de temps de
reconnaissance pour chaque objet. Le temps d’exécution assez lent pour 'extraction des
zones d’intéréts revienf généralement & 'extraction de caractéristiques entre autres le

gradient spatio-temporel et les points SIFT.

Titre Vidéo Plans Seg, Suivi Actions Temps d’exécution |
Moy | Ecart | Moy | Ecart | Moy | Ecart | Moy Ecart

15 vidéos PETS 56 10 6800 | 250 15 7 8000 520

112 vidéos propres || 23 5 2200 | 171 ) 2 2350 256

Friends 402 0 45000 0 150 0 55000 0

Tableau 3.14 — Moyenne et écart-type du temps d’exécution en secondes du SIFD par
vidéo

3.5 Conclusion

Nous avons illustré dans ce chapitre, la production du dictionnaire des événements de la -
vidéo. Le SIFD consiste & détecter automatiquement, sans ’intervention de ’étre humain,

les événements d’une vidéo.

Nous procédons tout d’abord & une détection de coupure de plan pour ensuite segmen-
ter chaque séquence d’images apparfenant au méme plaﬁ. Cette extraction des zones
d’intéréts se base sur la détection du contour spatio-temporel. Puis, nous effectuons un
suivi des objets pour former leurs trajectoires. Nous reconnaissons pour chaque objet en
mouvement trouvé, ’action qu’il définit.

Nous avons testé notre dictionnaire sur des vidéos, celles provenant d’un systéme de

i
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vidéosurveillance (15 vidéos PETS et 112 vidéos propres) et celle de la série Friends.
Nous avons obtenu respectivement une précision qui dépasse les 97%, 100% et 85% pour
la détection de plan, les 73%, 100% et 84% pour Pextraction des zones d’intéreéts, les.100%,
100% et 100% pour le suivi bien et mal effectué et les 70%, 76% et 74% pour l'extraction
des zones d"intéréts afin de construire le dictionnaire qui décrit les événements des vidéos.

Il reste que le dictionnaire dépend de la collection des actions d’apprentissage.

Pour améliorer les performances d’un tel systéme, il faut tout d’abord développer un
meilleur apprentissage avec plus d’actions a reconnaitre. Il est intéressant aussi d’amé-
liorer 'extraction des objets et surtout le contour spatio-temporel, en ajoutant une in-
formation sur la forme de I'objet a priori. Une nette amélioration du temps d’exécution -
pourra aussi intéressante avéc un gradient avec les masques de Sobel (4 la place de la

gaussienne).

Comme perspective a long terme, nous proposons 1’élaboration d’un systéme plus géné-
rale. Ce systéme intégrera, par exemple, ’audio et la mise en relation d’événements pour

ameéliorer la précision du dictionnaire.
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CONCLUSION ET PERSPECTIVES

Puisque I'utilisation de la vidéo devient aujourd’hui incontournable dans de nombreux
domaines. Parfaire son interprétation est d’un grand intérét, surtout quand il s’agit de
’analyse du comportement humain, un secteur de recherche en plein essor dans la com-
munauté de la vision par ordinateur. Dans le but d’améliorer lsinterprétation des vidéos
et la reconnaissance d’actions humaines, nous avons ciblé la fabrication d’un diction-
.naire. L’approche proposée sé base sur quatre étapes qui permettent la formation d’un
dictionnaire garantissant une description détaillée des actions dans la vidéo. Ce sont la
coupure de plans, 'extraction des zones d’intéréts, le suivi d’dbjets et la reconnaissance
d’actions humaines. Dans ce travail, 'approche de reconnaissance d’actions humaines que
nous avons développée est comparée a d’autres approches. Notre contribution se situe au
niveau de 'extraction de caractéristiqﬁes, de la formation du dictionnaire de I'implan-
tation et de la validation. Pour ’extraction de caractéristiques, nous avons proposé une
nouvelle caractéristique appelée « CSST », qui combine deux caractéristiques les « PIST
» et les « CST ». Les résultats obtenus ont donné le meilleur taux de reconnaissance et
le meilleur écart-type de ce taux par rapport a des travaux existants dans la littérature.

Ce travail a été réalisé conjointement avec Omar Chahid du Centre Moivre.

Pendant la formation du dictionnaire, une combinaison de plusieurs techniques dans le

but d’interpréter la vidéo a été fournie et une trace des objets et de leurs trajectoires a été
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gardée afin de permettre une meilleure extraction des zones d’intéréts et suivi d’objets.
Les exemples de dictionnaire estimés montrent des résultats plus au moins proches de
la vérité terrain et fournissent une bonne idée sur les événements dans une vidéo. Notre
systéme a I’avantage d’étre automatique, d’étre non spécifique a un seul domaine. Notre
approche ouvre de nombreuses perspectives d’amélioration et d’extension du systéme.
Il sera intéressant d’inclure un modéle de mise & jour dans le modéle de reconnaissance
d’actions humaines, dans le but d’ajouter de nouvelles actions au fur et & mesure que
le systéme fabrique des dictionnaires. Ainsi, le manque de données pour I’apprentissage
peut étre résolu. En outre, inclure ’étude d’actions non humaines, comme le mouvement
de voiture serait également intéressant. Avec cet ajout, un systéme de vidéosurveillance
pourrait avoir un compte-rendu, en forme de dictionnaire, du mouvement de la circula-

tion.
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