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Resumo: Delinear com precisão os limites das Áreas Úmidas (AUs) e os padrões de cobertura vegetal é um passo 
essencial para a rápida avaliação e gestão destes ecossistemas. A Análise de Imagens Baseada em Objeto (Object
Based lmage Anaiysis - OBIA) a partir de aprendizado de máquina e da integração de dados ópticos e de radar 
apresentam vantagens em relação a outras técnicas no mapeamento da cobertura vegetal nos ecossistemas de AUs. 
Este estudo tem como objetivo classificartipologias de cobertura vegetal em áreas úmidas, integrando imagens ópticas 
e SAR dos satélites Sentinel-1 e 2A e o algoritmo Random Forest à classificação OBIA, utilizando como estudo de 
caso o Banhado Grande, localizado no Rio Grande do Sul. Como resultados, as polarizações VH e VV do Sentinel-1 
obtiveram a maior relevância na classificação (18,6%). Fntre as bandas ópticas as maiores relevâncias ocorreram para 
as bandas Borda Vermelha e In:fi·avermelho Médio. A pattir dos atributos ópticos, a classificação obteve acurácia de 
86,2% Quando inseridos os atributos SAR mais importantes, a acurácia aumentou para 91,3% A classe Macrófitas 
Emergentes (ME), correspondente à espécie Scirpus giganteus, alcançou a melhor acurácia (91 %), com área estimada 
em 1.507 ha. Concluímos que a integração de imagens aliada ao método de classificação possibilitou identificar e 
delimitar a extensão das tipologias vegetais e a área total do ecossistema. Os resultados acurados demostram que esta 
abordagem metodológica pode ser expandida para outras áreas úmidas palustres subtropicais. 
Palavras-chave: Mapeamento de vegetação em Banhados. OBIA. RandomForesl Sentinel-1 e 2A. 

Abstract: Accurately mapping the boundaries o f wetlands and patterns o f vegetation co ver is an essential step for 
rapid assessment and management ofwetlands. The Object-Based lmage Analysis (OBIA) as from machine leru·ning 
and fusion of optical and radar data has advantages over other techniques for mapping vegetation cover in wetlands 
ecosystems. This study aims to classifY vegetation cover typologies in wetlands, integrating optical and SAR images 
from the Sentinel-1 and 2A satellites and the Random Forest algorithm in OBIA classification, using Banhado Grande, 
located in the Rio Grande do Sul as a case study. As a result, the VH and VV polarizations ofSentinel-1 obtained the 
highest relevance in the classification (18.6%). Among the optical bands, the greatest relevance occurred for the Red 
Edge and Medium Infhtred bands. From the optical attributes, the classification obtained an accuracy of86.2% When 
the most important SAR attributes were inserted, the accuracy increased to 91.3% The Emergent Macrophyte (ME) 
class, corresponding to the species Scirpus giganteus, achieved the best accuracy o f the classifier (91 %), with an 
estimated area of 1,507 ha. We conclude that the integration o f images comb ined with the classification method made 
it possible to delimit the extent of vegetation typologies and the total area o f the ecosystem Accurate results show 
that this methodological approach can be expanded to other subtropicalpalustrine wetlands. 
Keywords: Vegetation mapping in mru·shes. OBIA. Random Forest. Sentinel-1 e 2A. 
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1 INTRODUÇÃO 

A vegetação possui papel fundamental na provisão e manutenção de múltiplas funções e serviços 
ambientais fornecidos por Áreas Úmidas (AUs), como manguezais, marismas, turfeiras e banhados 

(SAINTILAN, 2009; BARBIER et al., 20 11; GALLANT, 20 15). O reconhecimento e classificação dos 

padrões de vegetação são importantes ferramentas no planejamento estratégico e conservação desses 
ecossistemas (DRIVER et al., 2011; WHITESIDE; BARTOLO, 2015; SIEBEN et al., 2016), pois as 

comunidades vegetais são excelentes indicadores para sinais precoces de distúrbios naturais e de degradação 
fisicaouquímicaemAUs (DENNISON et al., 1993; WHITESIDE; BARTOLO, 2015). 

Apesar dos seus beneficios ambientais, nas últimas décadas, as AUs têm sofi:ido dt·ástica degradação 
e perda de área em todo o mundo, associadas a expansão agricola e a urbanização (ASSELEN et al., 2013; 

SAHA; PAL, 2018), e devido a processos naturais como mudanças climáticas, processos costeiros e erosão 

(TINER et al., 2015). Métodos de classificação de vegetação eficazes em AUs permitem aos cientistas ou 
gestores de recursos naturais verificar tendências espaciais e temporais das AU s em diferentes escalas e inferir 

sobre a composição e funções do ecossistema (JANOUSEK; FOLGER. 20 18). São fenamentas indispensáveis 
fi·ente à necessidade de conservação mundialmente reconhecida das AU s (RAMSAR. 20 13; IPCC, 2014 ). 

Metodologias baseadas em Sensoriamento remoto são amplamente utilizadas para mapeamento, 

classificação, monitoramento e estimativa de variáveis biofisicas, pois superam as principais dificuldades de 
cobertura e acessibilidade às AUs (KANDUS et al., 2018). São métodos mais econômicos do que os baseados 

exclusivamente em trabaTho de campo e fornecem informações em diversas escalas temporais (BRISCO et al., 
2011; GALLANT, 2015). 

Os métodos de classificação da cobertura vegetal em AUs são tipicamente baseados em diferenças 
estruturais e funcionais entre diferentes comunidades vegetais e regimes hidt·ológicos (FRANKLIN et al., 

20 17). Trata-se de uma das questões mais desafiadoras na ciência de Sensoriamento remoto devido à alta 

variabilidade hidrológica temporal (BERHANE, 20 18) e ao complexo padrão de distribuição espacial e 
heterogeneidade espectral das associações de vegetação (DRONOV A et al., 20 12). 

Uma das técnicas mais utilizadas para classificação da cobertura vegetal é a Pixel-based Image 
Analysis (PBIA) (MOFFET; GORELICK, 20 13). Esta abordagem automatizada associa cada pixel da imagem 
a uma determinada classe, com base na sua assinatura espectral. A abordagem PBIA apresenta algumas 
restrições no mapeamento de AUs como, por exemplo, a heterogeneidade nos valores de pixels próximos, a 

existência de pixels mistura, e a variação da umidade do solo e da vegetação que podem gerar diferenças 
espectrais em uma mesma classe (DRONOV A, 20 15). 

Análise de Imagens Baseada em Objetos ( Object-Based Image Analysis- OBIA) é mais adequada para 
estas restrições em AUs heterogêneas, pois segmenta a imagem em objetos, ou grupos de pixels, com padrão 

espacial para a etapa de classificação (DRONOV A, 2015; MAHDIANPARI et al., 2019) e utiliza formas e 
caracteristicas contextuais e texturais, consistindo em objetos relativamente homogêneos (MISHRA, 2014). 

Com OBIA, objetos podem ser classificados a partir de aprendizado de máquina, mineração de dados e 
amostras de treinamento (PU et al., 2011 ). 

Algoritmos de aprendizado de máquina, como K-nearest neighbor (KNN), support vector machine 
(SVM), classification and regression tree (CART) e randomforest (RF), têm sido utilizados para classificar a 

vegetação de AUs nos últimos anos devido a sua flexibilidade na intetpretação de relações complexas não 
lineares (LOU et al., 2020). Estudos anteriores demonstraram que o RF supera métodos como KNN e SVM na 
classificação da cobertura vegetal em AUs (TIAN et al., 2016; W ANG et al., 2019). Ademais, RF tem 

mostrado alta acurácia de classificação (>88%) na identificação de tipologias de vegetação em AU s (ZHAN G 
e XIE, 2013; FU et al., 2017; MAHDIANPARI et al., 2019; W ANG et al., 2019) e de categorias de AUs (TIAN 
et al., 2016; FRANKLIN; AHMED, 2017). 

RF é um algoritmo de previsão não paramétrico baseado em múltiplas árvores de decisão, que pode 

ser utilizado tanto para classificação de imagens, quanto para regressão (BREIMAN, 2001 ). RF possui um 

bom desempenho na identificação de relacionamentos não homogêneos entre variáveis preditoras e a resposta, 
e com dados multidimensionais, típicos de Sensoriamento remoto (TIMM et al., 20 12). Entre as vantagens do 

RF estão a facilidade de implementação, com menor custo computacional para treinar os modelos, determinar 
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a importância das variáveis e reduzir a dimensão do conjUiúo de dados, o que possibilita uma classificação 
mais acurada dos objetos (TIAN et al, 2016; W ANG et al., 20 19; LOU et al., 2020). 

Para lidar com a complexidade física e melhor caracterização da vegetação em AUs, vários estudos 
destacam a integração de imagens de sensores ópticos e de radares de abertura sitúética (Synthetic Aperture 
Radar- SAR) com a técnica OBIA para classificar tipologias de vegetação em AUs, alcançando acurácia 
superior a80% (GRENIER et al., 2008; MUI et al., 2015; MAHDIANPARI et al., 2019, LOU et al., 2020). A 

série Setúinel oferece esta oportunidade com a disponibilidade de imagens ópticas (Seiúinel-2A e -2B) e SAR 
(Sentinel-lA e -lB) (BERGER et al., 2012). 

Grenier et al. (2008) aplicaram classificação OBIA com imagens dos satélites SPOT-4 e RADARSAT-
1 para classificar vegetação em AUs e adicionar futurameiúe valores médios de carbono (84% de acurácia). 
Concluíram que esta imegração de imagens permite idemificar estrutura e extensão de AUs. Mahdianpari et 

al. (2019) e Rapinel et al. (2019) destacam o potencial sinérgico dos dados do Seiúinel-le 2A para mapear a 
vegetação em AUs aplicando RF (acurácia> 90%), e a robustez do modelo RF usando imagens Setúinel. 

Para a América do Sul. é ftmdametúal o monitorameiúo sistemático e consisteiúe das AUs, visto que 
possui mundialmeiúe a maior porceiúagem em área deste ecossistema (45%), com destaque para o Brasil com 
a maior área úmida tropical (800.720 knf) (GUMBRICHT et al., 2017). Ao longo do século passado as AUs 

palustres localizadas nas plruúcies de inundação dos rios e nas áreas costeiras, sofreram severas 
transformações, induzidas principalmeiúe por sua conversão em área agrícola (MITISCH; GOSSELINK, 

2015) e coiúinuam sendo impactadas (ZHOU et al., 2009; ADAM et al., 2010, BELLOLI, 2018). 

No Rio Grande do Sul. as AUs palustres conhecidas regionalmeiúe como banhados, foram 
intensameiúe modificadas e :fi-agmeiúadas, principalmeiúe em deconência da agricultm-a (BELLOLI, 2016; 

BELLOLI, 20 18). Diatúe da persistência dos impactos ambieiúais sobre estes ecossistemas, é essencial 

delinear com precisão seus limites e o reconhecimeiúo dos padrões de vegetação para sua conservação e 
manejo susteiúável. No eiúaiúo, o mapeameiúo de espécies e tipologias vegetais em AUs palustres é um 

desafio na comunidade cieiúífica, devido ao coiúeúdo de água na vegetação, a similaridade espectral das 

espécies aquáticas, a dificuldade de acesso a esses ambieiúes para o trabalho de campo e a introdução de 
platúas invasoras, especialmeiúe em pequenas AU s, que desempenham um papel importaiúe na regulação do 

microclima e mitigação de inundações (WHITESIDE; BAR TOLO, 2015). 

Deste modo, este estudo objetivou classificar tipologias de cobertura vegetaL integrando imagens 
ópticas e SAR dos satélites Setúinel-1 e 2A e o algoritmo RF à classificação OBIA. utilizando como estudo de 
caso o Banhado Grande, uma área úmida palustre, localizada na Região Metropolitana de Porto Alegre, no Rio 

Grande do Sul. 
A partir do método de classificação RF baseado em objeto e da integração de imagens ópticas e SAR. 

este estudo contribui com a definição dos atributos mais releVaiúes das imagens dos satélites Seiúinel-1 e 2A. 

bem como com os parâmetros ótimos da segmemação e do classificador RF para obter maior acurácia da 
classificação de tipologias de cobertura vegetal em uma área úmida palustre do sul do Brasil. 

2 ÁREA DE ESTUDO 

O Banhado Grande (BG) está situado nas coordenadas 29°57'S e 50°41'W, na região leste do estado 
do Rio Grande do Sul (RS), com área aproximada de 5.591 ha e altitude de 20 m. (Figura 1 ). O BG forma o 
rio Gravataí e atua como seu regulador natural de vazão. É um ambieiúe palustre inserido em um complexo de 
AUs, composto por banhados, planícies de inundação, campos inundáveis e anozais que se conectam em 

períodos de pulsos de inundação (SIMIONI et al., 2017). 
Para proteção e susteiúabilidade dos recursos deste complexo de AUs, foi criada a Área de Proteção 

Ambietúal do Banhado Grande (APABG), uma das AUs mais importaiúes do RS. Com uma área de 

aproximadameiúe 137 ha, preserva a diversidade biológica, as ftmções ecossistêmicas e espécies ameaçadas 
de extinção (ACCORDI et al., 2003). Nesta região predominam condições climáticas subtropicais, com clima 
úmido e variação longitudinal das temperaturas médias. A precipitação anual média oscila entre 1700 e 1800 

mm. sem estação chuvosa definida (ROSSATO, 2011 ). Ocorrem di:fereiúes regimes de inundação, com áreas 
permaneiúemeiúe inundadas, interrnitetúes e/ou apenas solos saturados (MAL TCHIK et al., 2004; SIMIONI 
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et al., 2017). 

Figura 1- Área de estudo: A) Localização da APABG em relação ao Rio Grande do Sul; B) Localização da APABG em 
relação à Região Metropolitana de Porto Alegre; C) Localização do BG em relação à AP ABG. 
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Fonte: Os autores (2022). 

Quanto à geomorfologia, o BG está inserido na Região Geomorfológica da Planície Costeira Interna, 

na unidade de Planícies e Terraços Lagunares (NIELSEN, 1994). Predominam ambientes sedimentares de 
turfa heterogênea, interligadas por depósitos de planície de inundação (CPRM, 2020). AB turfeiras no BG são 
ativas, e estão associadas ao maior grau de umidade e maior densidade da vegetação (FRANTZ et al., 1990). 
Podem ser classificadas como ambiente de "turfeiras não tlorestadas" cercadas por "terra irrigadà', segunda 

classificação Ramsar (ACCORDI et al., 2003). 
Na cobertura vegetal, predominam as macrófitas aquáticas, com padrão de distribuição e ciclo vital 

influenciado pela dinâmica de inundações e hidmdinâmica própria no BG, fonnando um padrão heterogêneo 
(LEITE; GUASSELLI, 2013). A espécie de maior porte e abrangência em monodominância é a Scirpus 
giganteus (S. giganteus), a qual ocone em áreas com presença de turfa (FRANTZ et al., 1990; LEITE; 

GUASSELLI, 2013) e distribui-se amplamente no sul da América do Sul. em pântanos de água doce, com 
forma biológica anfíbia e emergente (IRGANG; GASTAL, 1996; PRATOLONGO et al., 2005). No BG 
também ocorrem campos úmidos, espécies lenhosas de médio porte, formações arbustivas, e áreas de cultivo 

de arroz e soja devido às caracteristicas dos solos e disponibilidade hídrica. 

3 ABORDAGEM METODOLÓGICA 

Para facilitar a compreensão dos dados, parâmetros e processamentos utilizados nesta pesquisa, o 

método foi dividido em três etapas: 3.1 Pré-processamento; 3.2 Segmentação e extração dos atributos ópticos 
e SAR; e 3.3 Processo de classificação e avaliação de acurácia (Figura 2). 
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Figura 2-Fluxograma metodológico. 
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Fonte: Os autores (2022). 

Para a classificação das tipologias vegetais no BG foram utilizadas duas imagens obtidas no website 
Copemicus (lútps://scihub.copemicus.eul). Uma imagem foi obtida do satélite Sentinel-2A. com data de 9 de 
fevereiro de 2018, utilizando as 13 bandas do sensor Multispectral Instrument (MSI), com nível de pré

processamento 1 C e com resoluções espaciais de 1 O m e 20 m. sendo ortonetificada e convertida para 
reflectância no topo da atmosfera. A outra imagem provém do satélite Sentinel-1, do sensor SAR. que opera 
em banda C, com data de 25 de fevereiro de 2018, produto Ground Range Detected (GRD) com túvel1 de 

pré-processamento em polarizações VV e VH, com resolução espacial de 10 m. 
A imagem óptica foi pré-processada para o túvel2A para remover os efeitos atmosféricos e converter 

os valores dos pixels para reflectância da superficie. O pré-processo foi realizado na fimamenta Sen2Cor da 
ESA (MAIN -KNORN et al., 20 17), na Plataforma de Aplicação do Sentinel (Se ntinel Application P latform -
SN AP). Não foram utilizadas as bandas 1 e 10, por serem sensores destinados a annazenar aerossóis costeiros 
e radiação de nuvem tipo cirrus, respectivamente. 

A imagem SAR foi convertida para valores de retroespalhamento e foram aplicados os processos de 
calibração radiométrica, fihragem do ruído speckle (filtro de Lee Sigma e janela móvel de 5x5) e correção do 
teneno, utilizando as ferramentas do SN AP. Para a correção do terreno foram utilizadas imagens do Shuttle 

Radar Topography Mission (SR1M), resolução espacia130 m. sistema de projeção Universal Transversa de 
Mercator (UTM), fuso 22, hemisfério Sul, datum horizontal SIRGAS 2000. 

As datas das imagens compreendem o periodo de maturação dos principais cultivos na região da área 
de estudo, que ocorre a partir do mês de fevereiro no Rio Grande do Sul (CONAB, 2019). Ademais, optamos 

por usar imagens com ausência de pulsos de inundação, pois estudos prévios indicam que condições submersas 
ou inundadas introduzem fatores que alteram as caracteristicas espectrais gerais da vegetação (SILVA et al., 
2008), causando confusão entre classes e enos de classificação (MIDWOOD; CHOW-FRASER, 2010). 

3.2 Segmentação e extração de atributos ópticos e SAR 

O processo de segmertação foi gerado a partir de um conjunto de pixels sementes e de uma análise 
das similaridades dos pixels com seus vizinhos. Pixels com valores similares são agrupados e assim. formados 
os objetos. A segmentação foi aplicada às bandas ópticas (2, 3, 4 e 8) com resolução espacial de 10 m da 
imagem Sentinel-2A. Nesta etapa foi utilizado o método de crescimento de regiões (CARLER et al., 2005), 

disponível na :fenamenta i.segment do Sistema de Apoio à Análise de Recursos Geográficos (GRASS-GIS). 

Na ferramenta i.segment, a segmentação é controlada por dois parâmetros principais, o limiar de 
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similaridade e o Número Mínimo de Pixels. O limiar de similaridade controla o crescimeiúo dos objetos, e 

quanto maior for seu valor, maior será a liberdade de crescimeiúo das regiões (objetos). Isto significa que os 

pixels com valores muito difereiúes podem ser agrupados e formar objetos maiores. Os pixels semeiúes foram 
iniciados de forma aleatória e avaliados os limiares de similaridades eiúre O e 1, variando O, 1. 

O parâmetro Número Mínimo de pixels (NMP) determina o tamanho mínimo dos objetos (MOMSEN, 

2012). Os valores de NMP foram avaliados eiúre 200 e 600, variando 200 pixels. Foi usada uma abordagem 

iterativa de teiúativa e erro para ajustar os parâmetros limiar de similaridade e NMP, selecionando, por fim. os 
que resultaram no maior valor de acurácia para classificar as tipologias vegetais (ZHOU; TROY, 2008). 

A definição de valores para os limiares na segmemação de imagens depende, principalmeiúe, do 

conhecimeiúo dos padrões de repartição espacial dos objetos da área e da definição da generalização 
cartográfica ideal, em função da escala cartográfica da abordagem realizada. Esta etapa exige maior atenção 

devido à inexistência de valores padronizados para as variáveis do algoritmo e, também. por influenciar 
d:iretameiúe na acurácia dos resultados da segmeiúação (COUTINHO, 1997). Se os valores dos limiares forem 
muito baixos, o processo não atribuirá pixels aos objetos (fi:agmeiúação excessiva). Por ottro lado, se forem 

muito altos, pixels representativos de difereiúes classes serão incorretameiúe agrupados (NASCIMENTO; 
ALMEIDA FILHO, 1996). 

A partir dos objetos gerados após a segmemação, os atribttos das bandas ópticas e polarizações foram 
extraídos. A extração dos atributos consiste em calcular estatísticas básicas das bandas das imagens para os 
objetos, como média e desvio padrão (LALIBERTE; RANGO, 2011). Esse processo resulta em um conjuiúo 

de dados de atributos que serão utilizados na etapa de classificação das tipologias de vegetação em AUs 
(MOFFETTI; GORELICK, 2013; DRONOV A, 2015). Deste modo, os atributos foram gerados calculando as 

Médias (M) e Desvios Padrão (DP) das bandas ópticas e polarizações SAR para os objetos, Tabela 1. 

Tabela 1- Atributos das bandas ópticas e SAR para os objetos. Abreviações: RE reflectância na Borda 
Vermelha (Red Edge); NIR reflectância no Infravermelho Próximo (Near-injrared); e SWIR reflectância no 

Infravermelho de Ondas Curtas (Short Wave Infrared). 
Senso r Bandas espectrais e Atributos Atributos Resolução 

polarizações Médias (M) D. Padrão (DP) Espacial 
B2 azul B2M B2DP 10m 

B3 verde B3M B3DP 
B4 vermelho B4M B4DP 

B5RE B5M B5DP 20m 
Sentinei-2A (óptico) B6RE B6M B6DP 

B7RE B7M B7DP 

BSNIR BSM BSDP 10m 

BSaRE BSaM BSaDP 20m 

BllSWIR BllM B11DP 20m 
B12 SWIR B12M B12DP 

Sentinel-1 (SAR) vv VVM VVDP 10m 

VH VHM VHDP 

Fome: Os amores (2022). 

3.3 Processo de classificação e avaliação de acurácia 

A determinação das classes de vegetação foi baseada na metodologia de Maltchik et ai. (2004). As 
tipologias correspondem a características de cobertura vegetal semelhante e padrão de espécies. Foram 
realizadas expedições no rio Gravataí e no BG, no ano de 2018, para idemificar e caracterizar as espécies de 

macrófitas e obter fotografias georreferenciadas. A fenameiúa Google Earth e fotografias aéreas fornecidas 

pela Fundação Municipal do Meio Ambieiúe de Gravataí auxiliaram no reconhecimeiúo de padrões das 
espécies vegetais. 

Foram definidas as seguiiúes classes de mapeamento: Macrófitas Flutuantes (MF), Macrófitas 

Emergeiúes (ME), Lenhosas e Arbustivas (LA), Campo Úmido (CAU), Transição Vegetativa (TV), 
Agricultura (AGR) e Água Aberta (AGU). ME compreende espécies fixas no solo, um estrato denso com 
alturas entre 1,50 me 1, 70 m. Há o predomínio de Scirpus giganteus, de forma monoespecífica, mas ocorrem 
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estandes difusos com outras espécies. MF é composta por Ciperáceas que formam extensas coberturas verdes 
e homogêneas; TV represema um conjUJúo de espécies emergemes, flutuantes e arbustivas de pequeno porte, 

que consistem em formações vegetais diversificadas devido às peculiaridades do terreno e diferenças de 
saturação na área de transição erúre o ambieme terrestre e aquático; CAU está situada norrnalmeme nas bordas 
dos banhados, é composta por estratos arbustivos e herbáceos, de pequeno porte, e normahneme encorúra-se 

alagada em grande parte do ano; as formações LA encorúram-se nas bordas do banhado; na classe AGR 
predominam o cultivo de arroz irrigado e soja, em áreas adjacemes ao BG. Na Figura 3 são apresemadas a 
distribuição e represemação das tipologias de cobertm·a vegetal 

Figura 3- A) Distribuição das tipologias de cobertura vegetal; B) Representação das tipologias de vegetação. 

Legenda 

so·37'30"W 

o 1 2 

Agricultura (AGR) 
Macrófitas Flutuantes (MF) 
Água aberta (AGU) 

Tipologias de cober tura vegetal 

Campo Úmido (CAU) 
Macrófitas Emergentes (ME) 
Transição Vegetativa (TV) 
Lenhosas e Arbusti vas (LA) O Banhado Grande 

4 

B 

Sistema de Coordenadas 
Geográficas 

Sistema Geodésico de 
Referência SIRGAS 2000 

Fonte: Os autores (2022). 

Imagem Sentinel 2A 
Composição colorida: 

R2G3B4 09/02118 

As amostras de referência, usadas para a etapa de avaliação de acurácia, compreendem 132 pomos 

gerados aleatoriameme. A quantidade de amostras está relacionada à dificuldade de obtenção de dados in situ, 

e à impossibilidade de acesso no irúerior do BG. As classes foram atribuídas aos pomos a partir de visitas de 
campo, de uma coleção de fotos georreferenciadas e de imagens orbitais dispomveis no Google Earth As 
amostras de treinamento, utilizadas para treinar o RF, foram obtidas de forma sistemática, a partir de 658 

pomos com espaçamemo regular de 300m erúre as amostras. 

O RF divide as amostras em subconjUJúos e gera uma Árvore de Decisão ( AD) para cada subconjUJúo. 
Para cada novo subc01]UJúo, um terço das amostras é excluído aleatoriameme, e denominadas como out-of
bag (BREIMAN, 2001 ). As amostras restarúes ( in-the-bag) são usadas para construir a AD e as amostras out

of-bagpara avaliar o desempenho do modelo e selecionar o subconjUJúo de treinamemo com a maior acurácia. 
Após o treinamerto, a classificação de um novo exemplo é obtida pela votação de cada AD e a amostra é 
classificada na classe mais votada. 

AD é um modelo binário, construído dividindo o conjUJúo de dados de erúrada em nós cada vez mais 

homogêneos, escolhendo o valor do atributo que minimiza a heterogeneidade (impureza) do nó. Assim. o 
crescimemo da AD é realizado selecionando vetores de atributos que diminuem a impureza de cada nó da 

árvore. O RF estima as importâncias dos atributos computando o decréscimo médio da impureza dos nós 
(BREIMAN, 2001; COSTA et al., 20 16; TIAN et al., 2016). 

O número de árvores e a sua profundidade máxima são parâmetros ajustáveis. Para ambos os 
parâmetros foram avaliados valores emre 5 e 50, variando 5. Foi utilizado como critério de divisão dos nós da 

árvore o índice Gini de impureza (MENZE et al. 2009; MURERIWA et al. 2016), Eq. (1): 
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âl = G(-r)- plG(-rl)- prG(-rr) (1) 

Em que ~I quantificao decréscimo do índice Gini, após a divisão (impureza GinO; G(r) é o valor do índice 

Gini para o nó, antes da divisão; pl é a probabilidade das predições das classes para o nó esquerdo (rl); pré 
a probabilidade das predições das classes para o nó direito ( rr ); G( rr) é o valor do índice Gini para o nó direito; 

e G(rl) é o valor do índice Gini para o nó esquerdo. 

Com as amostras de referência foram calculadas as acurácias da classificação por meio do índice 
Proporção Coneta (PC) (PONTIUS; MILLONES, 2011), Acm·ácia do Produtor (AP) e Acm·ácia do Usuário 

(AU) (CONGALTON, 1991). O cálculo de PC inicia com a geração da matriz de confusão em relação aos 

dados de referência com a classificação. Posteriormerúe é estimada a matriz populacional que expressa cada 
erúrada na matriz de confusão como uma probabilidade (ou frequência relativa), que represe ma a proporção 
de cada combinação das amostras da classe de referência com a classe mapeada em relação ao total (PONTIUS; 
MILLONES, 2011). Com a matriz populacional. calcula-se o PC, conforme Eq. (2): 

PC= LJ DJ·J· 
J=l (2) 

Em que PC é a proporção coneta; J é o número total de classes;} é a coluna estimada da matriz populacionat 
e Djj é a matriz diagonal da matriz populacional. 

Na última etapa, os dados foram avaliados em relação aos parâmetros do classificador e o mellior caso 
do método, considerando o valor de PC, foi apreserúado como resultado. As classificações e as validações 
foram desenvolvidas em programação Python 3. Com a biblioteca de aprendizado de máquina Scikit-Learn 

foram elaboradas as rotinas das classificações (PEDREGOSA et al., 2011) e com a biblioteca Numpy as 

validações (V AN DER W AL T et al., 2011). Os scripts irúegram o plugin GeoPatterns, disponível no software 
QGIS (RUIZ, 2019). 

4 RESULTADOS E DISCUSSÕES 

As tipologias de vegetação no BG apreserúam alta variabilidade espectral. Consequentemente, os 
objetos gerados com limiares de similaridade mais altos (>0,4) agregaram difererúes classes, o que dificultou 

a discriminação das tipologias e resultou em classificações menos acuradas ( <65% ). A Figura 4 aprese ma para 

cada NMP os maiores valores de acurácia por número de árvores e limiar de similaridade (gráficos superiores) 
e a profundidade máxima que os mesmos oconeram (gráficos inferiores). 

Para os três valores avaliados de MNP (200, 400 e 600 pixels) foram obtidas altas acurácias (>80%) 
com o limiar de similaridade = 0,2, seguidas do limiar O, 1. O mellior caso da segmentação foi obtido com 

limiar de similaridade = 0,2 e NMP = 600 pixels (Figura 4C). Pode ser observado que a menor acurácia foi 
obtida para os parâmetros Número de Árvores e Profundidade Máxima= 5, retornando valor de PC= 72,1%. 
Ao aumerúar os valores dos parâmetros Número de Árvores e Profundidade máxima no limiar 0,2 verificou

se maior acurácia para Número de Árvores= 35 e Profundidade Máxima= 50, com PC= 91,3%. 
O segundo mellior caso da segmerúação foi obtido com NMP = 400 (Figura 4B). A menor acurácia 

foi obtida para os parâmetros Número de Árvores e Profundidade Máxima= 10, retornando valor de PC= 

71,5%. A maior acurácia oconeu para Número de Árvore = 45 e Profundidade Máxima= 25, com PC= 
82,96%. No NMP 200 (Figura4A) o menor valor de PC= 70,6%, para os parâmetros Número de Árvore= 5 

e Profundidade Máxima= 40. A maior acurácia oconeu com PC = 82,81% para Número de Árvore e 
Profundidade Máxima= 50 e 30, respectivamerúe. 
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Figura 4- Valores de PC para os parâmetros do RF e limiares de similaridade. 
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Fonte: Os autores (2022). 

A seleção do melhor limiar evita a subsegmentação ou a supersegmentação. As maiores acurácias na 

classificação das tipologias de cobertura vegetal ocorreram em segmentações com limiares de similaridades 
mais baixos (0, 1 e 0,2). O oposto ocorreu para os parâmetros do RF, pois sua complexidade é ampliada com o 
aumento dos valores dos parâmetros Número de Árvores e Profundidade Máxima, e pode ser uma das razões 

das menores acurácias resultarem dos menores valores dos mesmos nos limiares mencionados. 
F oi observada uma tendência de aumento nos valores das menores e maiores acurácias com o aumento 

dos parâmetros NMP. A melhor acurácia foi alcançada com NMP = 600 pixels, mas devido aos valores das 
acurácias máximas serem mllito próximos nos NMPs avaliados, inferimos que objetos com tamanhos menores 

que 600 pixels possibilitam a discriminação das classes de vegetação. 
Para construir uma AD são selecionados os atributos que minimizam as impurezas dos nós, ou seja, 

intervalos de valores específicos do conjunto de atributos que mellior discriminam as classes. A partir do 
mellior caso, que obteve maior acurácia, foram avaliadas as importâncias dos atributos para a classificação. As 
maiores importâncias entre as bandas ópticas foram obtidas para as médias das bandas azul, verde, vermellio, 
borda vermelliae as duas bandas do infi:avermellio de ondas longas (B2M, B3M, B4M, B5M, BllM e Bl2M), 

com 3,3%, 4,3%, 5,3%, 6,6%, 6,3% e 6,2%, respectivamente. 
Considerando apenas as polarizações, as médias das bandas SAR obtiveram as maiores importâncias 

para VHM (9,7%) e para VVM (8,9%). Aplicando a classificação baseada em objetos apenas cornos atributos 
ópticos mais importantes (B2M, B3M, B4M, B5M, BllM, Bl2M), obteve-se acurácia = 86,2%. Quando 

inseridos os atributos SAR mais importantes, VVM e VHM, a acurácia aumentou= 91,3%. 
Dentre os atributos ópticos com importâncias relevantes, destacaram-se as bandas de reflectância 

vermellio (B4M), borda vermellia (B5M) e infi:avermellio médio (BllM, Bl2M). Amani et al. (2017) 

verificaram maiores diferenças na reflectância das bandas 4 (vermelha) e 8A (borda vermelha) em banhados 
com imagens Sentinel-2A. e salientam que estas bandas são as mais indicadas para mapear diferentes AUs. 
Segundo Amani et al. (20 18) as bandas no infravermelho de ondas longas são sensíveis à umidade na vegetação 

e nos solos, e contribuem na discriminação de classes de vegetação em AU s. 
A maior importância observada para distinguir tipologias vegetais ocorreu para a polarização cruzada 

Sentinel-1 VH (9,7%), frente à polarização VV (8,9%). De forma semelhante, Simioniet al. (2020) observaram 

que as polarizações VH (22%) e VV + VH (20%) foram as mais importantes para delinear AUs e classes de 
cobertura vegetal utilizando Sentinel-1. Kaplan e A vdan (20 18) encontraram forte correlação ertre a 
polarização cruzada (VH) e correlação fraca ertre a polarização VV para diferenciar tipologias de AUs com 
diferentes padrões de vegetação. 
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A resolução espectral influenciou na classificação, mas a resolução espacial não se mostrou relevante. 
As maiores importâncias ocorreram tanto em bandas com 1 O m quanto com 20 m. As bandas ópticas 
apresemaram. no total. as maiores importâncias na classificação, mesmo com difererúes resoluções espaciais. 

Na Figura 5 é apreserúada a classificação das tipologias de cobertura vegetal no BG. Pode ser 
observado que na área cerúral do BG encorúram-se as classes ME e MF. Nas áreas de borda do BG, ocorrem 
as classes CAU e AGR, principalmerúe nos limites norte e leste. A segmerúação retomou 23.250 objetos, com 
área média de 2578 :nf e mediana de 201 :nf, redução de cerca de 99% no campo de análise, se comparado 
com o número de pixels da imagem ( 1617 x 1383 pixels ). A combinação de OBIA e RF possibilitou discriminar 
objetos isolados como, por exemplo, a ocorrência da classe ME na classe MF e TV. Esta heterogeneidade de 
tipologias vegetais é caracteristica de AUs palustres, devido às peculiaridades do terreno e a diferenças de 
saturação, e foi bem idemificada pelo classificador. 

A matriz de confusão da classificação (Tabela 2) apreserúa as amostras de referência e a área de 
ocupação de cada classe. 

Figura 5-Classificação baseada em objetos no BG. 
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Legenda 
Classes de tipologias de cobertura vegetal 

Macrófitas Emergentes (ME) - Lenhosa e arbustiva (LA) 

Macrófitas Flutuantes (MF) - Campo Úmido (CAU) 

- Transição Vegetativa (TV) Agricultura (AGR) 

Fonte: Os autores (2022). 

Imagem Sentinei2A 
Composição colorida 

R2G3 B4 

- Água aberta (AGU) 

D Banhado Grande 

A classe CAU apreserúou maior confusão com a classe TV, resultando em urna AP = 76%. Em CAU 
ocorrem difererúes espécies de vegetação e variações no teor de umidade, causando confusão com as demais 
classes. A classe AGR apreserúou maior confusão com CAU, com AP = 38%. No mês de fevereiro as áreas de 
arroz estão em estágio de maturação, mas plantios tardios, com áreas ainda inundadas pela irrigação, 

assemelham-se à classe CAU. 
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Tabela 2- Matriz de confusão: A curá c ia do Produtor (AP); A curá c ia do Usuário (AU). 
AU Área Área 

Classes AGR CAU ME TV LA AGU MF 
(%) (ha) (%) 

AGR 3 o o o o o o 100 131,20 2,2 

CAU 3 16 o 2 o o o 76 795,63 13,3 
ME o 29 2 o 2 83 1507,84 25,3 

TV 1 4 3 43 2 o 1 80 2425,27 40,7 

LA o o o o 5 o 83 230,90 3,8 

AGU o o o o o 2 o 100 166,44 2,8 

JI.1F o o o o 8 80 692,90 11,6 
AP(%) 38 76 91 90 63 100 67 Total 5.950,18 100 

Fonte: Os autores (2022). 

A maior acurácia entre as classes ocorreu na classe ME, com AP = 91% e confusão apenas com a 
classe TV. Como ME é a segunda classe mais representativa em área no BG (25,3%), foi obtido maior 

quantidade de amostras de treinamento, obtendo maior acerto. Isso também foi observado com a classe TV, 
das 48 amostras de referência, 90% foram classificadas conetamente. TV se localiza nas bordas do BG, com 
composição de diferentes tipos e portes de vegetação, sendo a classe predominante em área (40,7%). AGU, 

com 2 amostras de referência, resultou em AP = 100%. MF ocone no interior do BG, composta por vegetação 
flutuante de dificil classificação, com AP = 67%. A soma da área total das classes resultou na área total do 
ecossistema, cerca de 5.950 ha. 

5 CONCLUSÕES 

A partir da integração entre imagens ópticas e SAR dos sensores Sentinel-1 e 2A, aliada ao uso de 
OBIA e RF, foi possível classificar com precisão as classes de tipologias de cobertura vegetal em uma AU 

palustre no sul do Brasil. As maiores acurácias na classificação das tipologias de cobertura vegetal do BG 
oconeram em segmentações com limiares de similaridades mais baixos e com os parâmetros de árvores mais 
altos e, portanto, mais complexos no RF. F oram obtidas altas acurácias (>80%) para os três valores avaliados 
de NMP (200, 400 e 600 pixels), mas a melhor acurácia foi obtida para objetos com o NMP mais elevado. 

As imagens ópticas e SAR forneceram variáveis importantes para a classificação da vegetação na área 
úmida. Os atributos ópticos mais relevantes no modelo de classificação(> 6%), foram obtidos para as médias 

das bandas Borda Vermelha(banda5) e Infravermelho Médio (bandas 11 e 12). As imagens SAR apresentaram 
as maiores relevâncias na classificação, sendo que as polarizações VH e VV obtiveram juntas 18,6% de 

relevância. 
A integração de imagens ópticas e SAR produziu uma acurácia de classificação maior em comparação 

com a classificação apenas da imagem óptica. O uso sinérgico dos atributos extraídos dos dados ópticos e SAR 
melhorou a acurácia geral para 91 ,3%, um aumento de 5, 1% em comparação ao uso apenas de dados do sensor 
óptico, o que demonstra que as imagens Sentinel-1 são uma fonte de dados relevante para distinguir tipologias 

de vegetação em AUs palustres. De todas as classes, a classe ME, com monodominância da espécie Scirpus 

giganteus apresentou maior acurácia de classificação (91% ). 
A abordagem de integração de dados testada neste estudo, aliada a classificação OBIA e RF 

possibilitou identificar e delimitar tanto a extensão e distribuição das tipologias vegetais quanto a área total do 

ecossistema de banhado. A classificação acurada das tipologias de cobertura vegetal do BG garante melhor 
compreensão desta área úmida e, consequentemente, uma gestão mais adequada para a conservação de seus 

recursos e biodiversidade. 

Os resultados alcançados demonstram que esta abordagem metodológica pode ser estendida à 
aplicação de dados Sentinel no mapeamento da vegetação de AU s palustres subtropicais, potencialmente 
aquelas com uma maior diversidade de tipologias de cobertura vegetal. 
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